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Resumen

La secuenciacidn de los genomas de diversas especies, asi como el desarrollo
de nuevas tecnologias genémicas, han dado lugar a una enorme cantidad de
datos bioldgicos que se encuentran dispersos en muchas bases de datos. La
integracion y el andlisis de estos datos es necesaria para alcanzar un mayor
entendimiento del funcionamiento celular. Asi, las reglas de asociaciéon son
una herramienta muy util en este campo, dada su eficiencia al manejar gran-
des conjuntos de datos, su capacidad de tratar informacién heterogénea y la
facil interpretacién de los resultados obtenidos con esta técnica. Ademads, los
datos bioldgicos tienden a ser imprecisos y ruidosos. Existen técnicas compu-
tacionales, como las técnicas difusas, que han demostrado ser especialmente
apropiadas para modelar este tipo de datos. En este trabajo se propone una
metodologia basada en un algoritmo de extraccién de reglas de asociacion
difusas para extraer conocimiento de datos bioldgicos. Dicha metodologia se
aplica sobre una base de datos en la que se integré informacion estructural
y funcional del genoma de la levadura. Los buenos resultados obtenidos de
este estudio permitieron abordar un trabajo mas ambicioso: analizar las ca-
racteristicas genémicas del cdncer de mama. Se integré en un conjunto de
datos informacién de los principales factores de prondstico en el cancer de
mama con valores de expresién del genoma completo. El descubrimiento de
vinculos entre estos dos tipos de datos puede dar lugar a nuevos marcadores
del cdncer de mama, lo que a su vez ayudarad a mejorar los tratamientos que
se aplican a pacientes con un prondstico poco claro.

La ultima parte de esta memoria se dedica al estudio de los mecanismos

de regulacién genética. En las células eucariotas, las regiones de control de

xi



Resumen xii

los genes estan formadas por su promotor y por una serie de elementos regu-
ladores que pueden encontrarse lejos del gen. Combinaciones de proteinas
reguladoras (los factores de transcripcion), se unen de forma coordinada a
dichas secuencias (sitios de union de factores de transcripciéon 6 TFBSs) y
producen los patrones de expresién adecuados. Aprovechando la capacidad
de las técnicas difusas para manejar la imprecisién, inherente a la informa-
cién acerca de secuencias reguladoras, se presenta un nuevo enfoque para
estudiar las coocurrencias significativas de TFBSs cercanos en el genoma de
la levadura. La metodologia se basa en el uso de un algoritmo de extraccién
de itemsets frecuentes y difusos, y solventa algunas de las limitaciones de
propuestas previas. Los resultados confirman su buen funcionamiento y per-

miten plantear su aplicacién a genomas mas complejos en trabajos futuros.



Abstract

Last years’ mapping of diverse genomes has generated huge amounts of bi-
ological data which are currently dispersed through many databases. Inte-
gration of the information available in the various databaes is required in
order to achieve higher understanding levels. In this context, association
rules appear as a powerful tool to analyze biological data, due to their ability
to manage large datasets, their capacity to treat heterogeneous information
and the intuitive interpretation of the results obtained with this technique.
Likewise, biological data are often imprecise and noisy. Advanced compu-
tational methodologies, such as fuzzy techniques, have been developed and
have shown to be specially suitable to model this type of data. Hence, in this
work it is proposed a novel fuzzy methodology based on a fuzzy association
rule mining method for biological knowledge extraction. This methodology
is applied over a yeast genome dataset containing heterogeneous informa-
tion regarding structural and functional genome features. The good results
obtained from this study enabled us to carry out a more ambitious work:
analyzing the genomic peculiarities of breast cancer. Thus, information from
the main prognostic factors in breast cancer is integrated with whole-genome
microarray data to study the potential associations between these two types
of data. Unveiling links between prognostic factors and gene expression val-
ues may result in new biomarkers and will help to select the most suitable
treatment for patients with an unclear prognostic.

The last part of this work is devoted to the analysis of gene regulatory
mechanisms. Eucaryotic gene control regions consist of a promoter plus reg-
ulatory DNA sequences which may appear distant from the gene promoter.

Regulatory proteins (called transcription factors, TFs), coordinately bind to

xiii



Abstract xiv

these regions (TF binding sites, TFBSs) and produce the correct gene expres-
sion patterns. Taking advantage of the ability of fuzzy techniques to handle
imprecision, inherent to TFBSs and regulatory-regions location data, a novel
fuzzy approach is developed to study significant co-occurrences of closely
located TFBSs in the yeast whole-genome. The methodology is based on a
fuzzy frequent itemset mining algorithm and overcomes some of the limita-
tions of previous approaches. The results obtained from the yeast genome
enable us to propose the application of the procedure over more complex

genomes in future works.
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CAPITULO

Introduccion

1.1 Antecedentes

La secuenciacion de los genomas de distintas especies, asi como el desarrollo
de tecnologias gendmicas de alto rendimiento (como por ejemplo los micro-
arrays), han generado una ingente cantidad de informacion génica estructu-
ral y funcional. Nunca ha habido disponible tal cantidad de informacién que
permita estudiar sistemas bioldgicos, tales como células, 6rganos 6 pacientes.
Sin embargo, transformar todos estos datos en conocimiento util no es una
tarea sencilla. No se trata solo del volumen de informacién creciente, sino
de los diferentes tipos de datos recopilados, las relaciones entre ellos y otras
peculiaridades de los mismos, tales como la imprecisién, valores perdidos,
etc.

En la ultima década se hecho bastante hincapié en aspectos relacionados
con herramientas orientadas a la automatizacién para la obtencién de conoci-
miento bioldgico, prestdndose poca atencidén a la integracion de informacién
de diversas fuentes. La razon de ello pudiera estar en la relativa simplicidad
de los datos de los que se disponia. Sin embargo, en la era post-gendmica, es
necesario avanzar hacia la integracion de los datos [22]. No es suficiente ya
con conocer qué es un genoma: se necesita comprender lo que significan sus
componentes, cdmo funcionan y cdmo se relacionan entre si y con el todo.

A pesar de la necesidad de la integracion, en el momento del desarrollo de




1.1. Antecedentes 2

este trabajo, la mayoria de los estudios previamente publicados s6lo tenian
en cuenta una unica fuente de datos (por ejemplo, la matriz de expresion).

Asi pues, no se trata sélo de un problema relacionado con el volumen
de informacion, sino también de los diferentes tipos de datos generados,
en otras palabras, de la heterogeneidad de los mismos. Estos datos pueden
venir dados en forma de ontologias, secuencias, medidas, etc. Aunque en la
actualidad estan surgiendo algunos trabajos que afrontan este problema, ain
no existen suficientes propuestas capaces de manejar la heterogeneidad que
presenta este tipo de datos.

Por otra parte, es bien conocido que la informacién bioldgica tiende a
ser imprecisa y a presentar un cierto grado de incertidumbre. Como norma
general se suele hacer uso de técnicas cldsicas para el andlisis de datos biolo-
gicos. No obstante, existen otras metodologias (por ejemplo las metodologias
difusas), que han demostrado ser mdas apropiadas para el tratamiento de este
tipo de informacién y cuya aplicacion no es habitual [290, 75].

Se propone pues, el desarrollo de una metodologia capaz de integrar y
analizar grandes cantidades de datos gendmicos heterogéneos, y su aplica-
cién a un organismo ampliamente estudiado que permita validar los resul-
tados obtenidos. Este podria ser el caso de la levadura Saccharomyces ce-
revisiae. Las propiedades unicas de este organismo, junto con sus muchas
aplicaciones industriales, lo han convertido en uno de los organismos favo-
ritos para la investigacion bioldgica. Asi, el genoma de la levadura fue el
primer genoma eucariota en secuenciarse [82]. Desde entonces, el trabajo
con este organismo ha ido abriendo paso al resto de estudios en gendémica
estructural y funcional, estableciendo un estandar en biologia celular y mo-
lecular, y facilitando de este modo estudios similares en otros organismos
[82, 102, 55, 279]. Todas estas investigaciones han generado conjuntos de
datos de alta calidad, asi como bibliografia abundante en la que se describen
las tendencias y patrones en la organizacidn genética.

Lo habitual para estudiar las propiedades del genoma de la levadura, ha
sido la aplicacién de técnicas tradicionales estadisticas [168, 169, 67, 136].

Sin embargo, la naturaleza de las técnicas estadisticas hace dificil la inte-
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gracién de datos heterogéneos en el andlisis. Ademas, este tipo de técnicas
permiten estudiar tan sélo unas pocas variables simultdneamente.

El andlisis satisfactorio del genoma de la levadura permitiria llevar a cabo
un estudio mas ambicioso, como es trasladar la metodologia a la extraccion
de conocimiento en el genoma humano. Mas concretamente, se propone el
estudio de las caracteristicas gendmicas del cancer de mama. Esta enferme-
dad es un problema de salud publica de gran importancia; se trata del segun-
do cancer mas comun en el mundo (una de cada ocho mujeres lo padece),
y de la quinta causa mas comun de muerte por cancer. Su alta incidencia
y mortalidad lo han convertido en el centro de atencion de gran cantidad
de investigaciones. Sin embargo, no se conoce aun la causa por la qué al-
gunas personas (principalmente mujeres) desarrollan el cdncer de mama. La
etiologia del cdncer de mama es ain hoy desconocida, aunque se sabe que
las hormonas, factores genéticos y condiciones ambientales tienen un papel
principal en su desarrollo [133].

El procedimiento tradicional de clasificacién de tumores, permite deter-
minar de forma clara el tratamiento para aquellos casos en los que el riesgo
es elevado o bajo. Sin embargo, la mayoria de los tumores se encuentran en
un grupo “intermedio”. En estas ultimas situaciones, la opcién “segura” con-
siste en el sobretratamiento del paciente, beneficiando a una relativamente
baja proporcion de los pacientes, y exponiendo innecesariamente al resto a
los efectos secundarios derivados del tratamiento. Por el contrario, una es-
trategia mds conservadora evitaria un tratamiento sin garantias y reduciria
costes, provocando en este caso que ciertos pacientes que se beneficiarian del
tratamiento no lo recibieran. Trabajos recientes [227] instan a la comunidad
cientifica a investigar los vinculos existentes entre la expresiéon de los genes
y el estado de los factores de prondstico conocidos. Los avances en este sen-
tido, podrian mejorar los tratamientos que se aplican a pacientes cuyo tumor
presenta un pronoéstico poco claro [227].

Por otra parte, el ADN de un organismo codifica todas las moléculas de
ARN y de proteina necesarias para la construccién de sus células. Sin em-
bargo, la descripcién completa de la secuencia de ADN de un organismo no

permitiria reconstruirlo. El problema radica en saber cémo se utilizan los
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elementos de la secuencia de ADN, es decir, las reglas y mecanismos que de-
terminan que en cada célula sélo se exprese especificamente una seleccién
de los genes.

La via que conduce del ADN hasta las proteinas esta formada por muchas
etapas (transcripcién, maduracion, transporte al citosol, etc.), y en principio
todas ellas se pueden regular. Sin embargo, para la mayoria de los genes,
los controles transcripcionales son los mds importantes. Esto tiene sentido ya
que, de todos los posibles puntos de control solamente el control transcrip-
cional asegura que no se sinteticen intermediarios superfluos [11].

En las células eucariotas, la transcripcién de un gen estd controlada por
combinaciones de proteinas (los factores de transcripcién), que se unen de
forma coordinada a las secuencias reguladoras de los genes. Estas secuencias
reguladoras se encuentran dispersas por todo el ADN y se organizan en los
llamados moédulos de regulacién (CRMs). La unién de los complejos de fac-
tores de transcripcion a dichos médulos de regulacion da lugar a los patrones
de expresion adecuados.

Existen muchas propuestas computacionales previas para el estudio de
los médulos de regulacion [266, 147, 267]. En ellas, se pueden distinguir
dos estrategias fundamentales para reducir el espacio de busqueda [267]:
1) estudiar tan sdlo las regiones promotoras de los genes y 2) centrar la bus-
queda en regiones del genoma conservadas entre especies. El primer enfoque
no puede, obviamente, capturar los elementos reguladores que aparecen en
los intrones o en zonas alejadas del gen. Por otra parte, el estudio de las
regiones conservadas del genoma requiere que las correspondientes secuen-
cias sean lo suficientemente parecidas para poder ser alineadas, algo que no
es frecuente en especies no cercanas [267]. Es mas, experimentos con espe-
cies de mamiferos y Drosophila han demostrado que, incluso entre especies
muy cercanas, entre uno y dos tercios de los TFBSs identificados no aparecen
conservados [267, 78, 68, 87].

Por otra parte, segtin el objetivo pretendido por los diferentes métodos, se
pueden distinguir tres categorias [266]: 1) métodos que escanean secuencias
(o genomas completos) buscando CRMs que siguen un modelo predefinido,

2) métodos que buscan CRMs similares en un conjunto de genes relaciona-
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dos (por ejemplo co-expresados o co-regulados), y 3) métodos que escanean
secuencias (o genomas completos) buscando grupos de TFBSs de cualquier
combinacidn de factores de transcripcion. Los primeros, requieren especificar
el modelo de CRM que se busca, lo que es en muchos casos dificil o incluso
imposible de proporcionar. Los segundos se centran en un conjunto determi-
nado de genes, lo que significa que se restringen al analisis de sus secuencias
promotoras, lo que a su vez conlleva las limitaciones antes descritas. Final-
mente, los métodos de la tercera clase no necesitan realizar ningun tipo de
asuncién acerca del conjunto de TFs que cooperan. Se trata, por ello, de mé-
todos mds generales que los anteriores y, por tanto, no requieren ningun tipo
de conocimiento previo. En este trabajo se presentara una metodologia que

puede enmarcarse en esta tltima clase de métodos.

1.2 Objetivos

El propdsito general de este trabajo, consiste en desarrollar nuevas metodolo-
gias computacionales que solventen algunas de las limitaciones enunciadas.

Las aplicaciones de dichas metodologias seran fundamentalmente dos:
e La integracidn y el andlisis de datos bioldgicos heterogéneos, lo que

permitird llevar a cabo un estudio sobre ciertas caracteristicas estruc-
turales y funcionales del genoma de la levadura. Posteriormente, el
estudio se trasladard al genoma humano, mas concretamente, al ana-
lisis de las relaciones entre los niveles de expresion y los factores de

prondstico en el cancer de mama.

e El estudio de los mddulos de regulacién, lo que permitird avanzar en el
conocimiento de las redes de regulacion génica. La metodologia desa-
rrollada se aplicara en una primera fase sobre el genoma de la levadu-
ra, para posteriormente ampliar el estudio a otros genomas mds com-

plejos.

Contribuciones

Con el propésito de alcanzar estos objetivos, la atencion se ha centrado ini-

cialmente en el desarrollo de una metodologia difusa-integrativa, que ha per-
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mitido analizar conjuntos de datos heterogéneos de grandes dimensiones. El
principal aspecto de esta metodologia consiste en la implementaciéon de un
algoritmo eficiente de extraccidn de reglas de asociacion difusas. Los conjun-
tos difusos son especialmente apropiados para modelar datos imprecisos y
con ruido, mientras que las reglas de asociacién manejan con cierta facilidad
datos heterogéneos. Por tanto, las técnicas de extraccion de reglas de asocia-
cién difusas son particularmente apropiadas para los propdsitos que aqui se
perseguian.

A continuacidn, se ha llevado a cabo un estudio sobre el genoma de la
levadura. Para esto, se ha aplicado la metodologia difusa desarrollada, con
el objetivo de analizar las relaciones existentes entre diversas caracteristicas
estructurales y funcionales del genoma de la levadura. Los resultados obte-

nidos de este andlisis han permitido:

e Validar la metodologia, comparando los resultados obtenidos con las

tendencias descritas previamente entre las variables estudiadas.

e Descubrir nuevas relaciones, ya que se obtendrian asociaciones nuevas
que podrian contribuir al entendimiento de las relaciones gendmicas
estructurales-funcionales.

La experiencia obtenida de este estudio ha permitido abordar un nue-
vo trabajo, como es el andlisis de las caracteristicas gendmicas del cdncer
de mama. Este nuevo estudio se ha desarrollado en colaboracién con el de-
partamento de Anatomia Patolégica del Hospital Universitario Virgen de las

Nieves de Granada. El trabajo se ha llevado a cabo en dos fases:

e Obtencidon de medidas de expresion génicas a partir de arrays de Affy-
metrix GeneChip U133 plus 2.0. Lo que ha requerido el estudio de las
diferentes técnicas de preprocesamiento disponibles para este modelo
de arrays. Una vez confirmada la validez de los datos preprocesados,
éstos se integraron en una base de datos junto con informacién clinica

de los pacientes correspondientes.

e Andlisis del conjunto de datos resultante. Dicho conjunto de datos pre-
senta ciertas caracteristicas comunes con el conjunto de datos anterior

(grandes dimensiones, heterogeneidad, imprecisién e incertidumbre),
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por lo que la metodologia basada en reglas de asociacion difusas es
apropiada para su andlisis. El conocimiento proporcionado por las re-
glas de asociacién puede ayudar a los expertos a detectar nuevos mar-
cadores en el cdncer de mama.

Con respecto al segundo objetivo, se ha centrado la atencién en el es-
tudio de los mecanismos que permiten a la célula regular la expresién de
los genes. En este sentido, se ha desarrollado una nueva metodologia para
el estudio de los mddulos de regulacidon que solventa algunas de las limita-
ciones presentadas anteriormente. La metodologia se basa en el uso de un
algoritmo de cluster para la localizacion en el genoma de sitios de union de
factores de transcripcién cercanos, y el posterior analisis de los clusters obte-
nidos mediante la extraccién de itemsets difusos. Algunas de las propiedades
interesantes que presenta dicha metodologia son:

e Requiere poca informacién del usuario.
e Permite analizar el genoma completo.

e Uso de una metodologia difusa, lo que permite modelar de forma mas

realista los médulos de regulacion.

e No impone restricciones a priori en el tipo de elementos reguladores

que se buscan.

e Los resultados obtenidos son facilmente interpretables.
El método se ha aplicado sobre el genoma de la levadura, lo que ha per-
mitido confirmar su buen funcionamiento y plantear su aplicacion a genomas

mas complejos en trabajos futuros.

1.3 Estructura de la memoria

Los capitulos de esta memoria se organizan como sigue:

e En el Capitulo 2 se exponen algunos conceptos bdsicos que pueden
facilitar la comprensién del resto de la memoria. En primer lugar, se
incluyen ciertas nociones basicas acerca del almacenamiento y uso de
la informacién genética en las células. A continuacién, se proporcio-

na una vision global de aplicaciones de técnicas computacionales en
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Bioinformdtica. Finalmente, se centra la atenciéon en técnicas compu-
tacionales de especial interés en este trabajo, tales como algoritmos de
clastering, técnicas de extraccion de reglas de asociacion 6 métodos de

deteccion de elementos reguladores en cadenas de ADN.

El Capitulo 3 expone la metodologia basada en reglas de asociacion di-
fusas, asi como su aplicacién al genoma de la levadura. En primer lugar,
se incluye una introduccién que explica las motivaciones que dieron lu-
gar a este trabajo. Seguidamente, se describe la informacién incluida
en el analisis y su preprocesamiento. A continuacion, se explica detalla-
damente el algoritmo de extraccion de reglas de asociacion junto con
la aplicacion web que permite su utilizacién. Los resultados obtenidos
se validan y se comentan en la Seccién 3.5. Finalmente, se presenta

una seccién que incluye las conclusiones extraidas de este trabajo.

El Capitulo 4 contiene el andlisis de la informacién genémica en el can-
cer de mama. Nuevamente, la primera seccion expone las motivaciones
que dieron lugar al trabajo. A continuacién, la Seccién 4.2 introduce la
problematica del cdncer de mama desde un punto de vista biomédico.
Seguidamente, se describe extensivamente el conjunto de factores de
prondstico incluidos en el estudio, asi como el procedimiento seguido
para obtener las medidas de expresién de los genes. A continuacion, se
comenta la metodologia usada para extraer las reglas de asociacion di-
fusas, la cual coincide basicamente con la expuesta en la Seccién 3.3.1.
Seguidamente, las relaciones obtenidas son comentadas y comparadas
con los resultados previamente publicados. Para finalizar, se incluye

una seccion con las conclusiones obtenidas del estudio.

El Capitulo 5 describe la nueva metodologia propuesta para estudiar
los elementos reguladores de un genoma. Como ya ocurriera en los
dos capitulos anteriores, la primera seccién del Capitulo introduce el
trabajo. A continuacidn, se dedica una secciéon completa a la descrip-
cién de la metodologia, la cual comprende tres pasos fundamentales:
1) obtencion de grupos de sitios de union de factores de transcripcion

cercanos, 2) andlisis de los grupos obtenidos mediante la extraccién de
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itemsets frecuentes difusos y 3) postprocesado de los itemsets resul-
tantes. En la dltima parte del capitulo se comentan tres experimentos
diferentes llevados a cabo sobre el genoma de la levadura. La dltima

Seccion del Capitulo incluye las conclusiones de este trabajo.

e A continuacidn, se incluye un ultimo apartado que contiene las conclu-
siones globales del trabajo, las nuevas lineas de investigacion surgidas
durante el desarrollo de esta memoria y las publicaciones derivadas de

esta investigacion.

e Finalmente, se presenta la bibliografia resefiada en esta memoria.



CHAPTER

Introduction

1.1 Background

The availability of the complete genome from diverse species and the advent
of high-throughput genomic technologies have generated a great amount of
structural and functional genomic information. There has never been more
potentially available information to study biological systems like cells, or-
gans, or patients. However, it is a non-trivial task to transform the vast
amount of biomedical data into useful information supporting scientific progress
and/or patient management. It is not only the volume of information grow-
ing, but also the types of data being collected, the relationships between
them and certain peculiarities they have, such as imprecision, noise or miss-
ing values.

Until recently biological data analysis had put emphasis on the automa-
tion aspects of tools, and relatively little attention had been paid to the in-
tegration of information and models. This is probably due to the relative
simplicity of pre-genomic data. However, in the post-genomic era integrative
analysis are required in order to achieve higher understanding levels. Now,
it is no longer enough just to know what a genome is: it is necessary under-
stand what its components mean, how they work and how they relate to the

whole [22]. Nevertheless, it is noteworthy that at the time of developing this
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work, most of previous studies focussed on the analysis of a single-source
dataset (e.g. a gene expression matrix).

As already stated, it is not only the volume of information, but also the
diversity of data types, in other words, the heterogeneity of biological data.
These data can be found in the form of ontologies, sequences, measures etc.
Although some approaches that carry out analysis of heterogeneous informa-
tion are emerging, there is still a lack of integrative approaches capable of
handling a broad variety of data types. Another key point is the imprecision
and noisy nature of biological data. Classical crisp techniques are usually
applied to analyze biological data. Nevertheless, other methods which are
known to perform better when dealing with imprecise and noisy data (e.g.
fuzzy techniques) are barely used.

Thus, we here propose the development of a methodology for the integra-
tion and analysis of heterogeneous and high-dimensional genomic datasets.
The yeast S. cerevisiae genome was choosen as a benchmark, since intensive
work on this model organism has provided high quality datasets and also
abundant literature exploring the trends and patterns in genomic organiza-
tion and function. The yeast Saccharomyces cerevisiae was the first eukaryote
to have its genome sequenced [82]. Since then, work with this organism has
led the way in structural and functional genomics, setting the standard for
the global analysis of cellular and molecular biology and paving the way for
similar approaches in other organisms [82, 102, 55, 279].

Traditional statistical techniques have been typically used to analyze the
yeast genome properties [168, 169, 67, 136]. Nevertheless, the nature of
statistical techniques makes hard the integration of diverse heterogeneous
data into the analysis. Furthermore, these techniques allow to study only
few potential relations between the biological variables they consider.

A satisfactory application of the methodology over the yeast genome
would allow to move the study to more complex genomes, such as the human
genome. In particular, it is proposed the analysis of the genomic peculiarities
of breast cancer. Breast cancer is a great public health problem. In fact, it is
the second most common cancer worldwide (one in eight women) and the

fifth most common cause of cancer death. Its high incidence and death rate
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have made it to be the focus of a huge research effort. However, it is still
unknown why some people (mainly women) get breast cancer. The specific
causes of breast cancer remain unknown, although many epidemiological
risk factors, such as hormone status, genetic factors, and environmental con-

ditions, have been identified [133].
Traditional classifications of tumors may provide clear-cut treatment op-

tions in high-risk and low-risk cases. Nevertheless, often tumors fall into
an “intermediate” group; it is in these borderline cases where improvements
are most urgently required. In these cases the “safe” option is to overtreat,
benefiting a relatively small minority of cases and exposing the rest to un-
desirable side effects. Conversely, a more conservative approach may avoid
unwarranted treatment and additionally reduce costs, but some patients who
would benefit may be undertreated. Recent works encouraged the scientific
community to study the links between gene expression and known prog-
nostic factors, arguing that this type of studies may be beneficial for this

intermediate group [227].
An organism’s DNA encodes all of the RNA and protein molecules re-

quired to construct its cells. Yet a complete description of the DNA sequence
of an organism does not enable us to reconstruct it. The problem is to know
how the elements in the DNA sequence are used. Under what conditions is

each gene product made, and, once made, what it does.
There are many steps in the pathway leading from DNA to protein, and all

of them can in principle be regulated. However, for most genes the initiation
of RNA transcription is the most important point of control, only transcrip-
tional control ensures that the cell will not synthesize superfluous intermedi-

ates [11].
Eucaryotic gene control regions consist of a promoter plus regulatory

DNA sequences which may appear distant from the gene promoter. These
regulatory regions are, in turn, organized in the so-called cis-regulatory mod-
ules (CRMs). Regulatory proteins (called transcription factors, TFs), coordi-
nately bind to these regulatory modules and produce the correct gene ex-

pression patterns.
There are many works which study the regulatory modules in silico [266,

147, 267]. Two main strategies are followed in order to reduce the search



1.2. Objectives 13

space, which consist of either limiting the study to the gene promoter re-
gions or focussing on genome conserved regions [267]. On one hand, the
former approach clearly misses regulatory elements not located in the up-
stream of known genes. On the other hand, the latter approaches are based
on the evolutionary conservation of regulatory sequences. The drawback of
this approach is that regulatory sequences have to be similar enough to be
aligned, which is often not the case when the compared sequences are not
very closely related. Moreover, experiments on mammalian and Drosophila
species have shown that between one and two-thirds of identified regulatory
sequences are not conserved even between relatively closely related species
[267, 78, 68, 87].

In addition, three conceptually different classes of methods can be identi-
fied according to their specific aims: CRM scanners, CRM builders and CRM
genome screeners [266]. The first ones scan for sequences that satisfy a
strictly defined CRM model, which is often difficult or even impossible to
provide. CRM builders look for similar CRMs in a set of co-regulated or co-
expressed genes. This implies to analyze the upstream region of these genes,
which is subjected to the above described limitations. Finally, the third type
of methods screen sequences or complete genomes for CRMs. These last
methods make only few assumptions regarding the CRMs they aim to detect
and are the most generally applicable methods. The methodology presented
in this work can be framed into this last type of approaches.

1.2 Objectives

The overall objective of this work consists of developing new computational
techniques that overcome some of the above presented limitations. These
methodologies will be oriented to their application in two different fields:

e The integration and analysis of heterogeneous biological data. This
will allow to carry out a study on the relationships between a diversity
of structural and functional variables of the yeast genome. The study
will then be moved to the analysis of the links between gene expression

levels and prognostic factors in breast cancer.
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e The study of cis-regulatory modules. The developed methodology will
contribute to achieve a better understanding of gene regulatory mech-

anisms. The yeast genome will be analyzed by applying such method-
ology.

Contributions

In order to achieve these objectives, the attention has been firstly focussed
on the development of a fuzzy-integrative methodology capable of analyzing
high-dimensional and heterogeneous biological data. The millstone of this
methodology is the implementation of an efficient fuzzy association rule min-
ing algorithm. Fuzzy set theory is specially suitable to model imprecise data,
while association rules are very appropriate to carry out an integrative anal-
ysis of heterogeneous data. Thus, a fuzzy association rule mining algorithm
is a suitable method for the purposes of this work.

Then, a study has been carried out over the yeast S. cerevisiae genome.
The developed fuzzy methodology has been applied to find relationships be-
tween a variety of genomic characteristics comprising both structural and

functional features. This study has been useful in two different aspects:

e Validating the methodology, by comparing the results with the previ-

ously reported trends.

e Getting new insights, since new associations have been obtained which
may contribute to the framing of genomic structural and functional

relationships.

The experience gained from this study has been helpful to face up the
thorough investigation of genomic peculiarities in breast cancer. This study
has been carried out in collaboration with the department of Pathology of the
Hospital Universitario Virgen de las Nieves (Granada). This work comprised
two stages:

e Obtaining gene expression measures from Affymetrix arrays GeneChip

U133 plus 2.0. This required a comprehensive study of the available
preprocessing techniques for this type of arrays. Once the validity

of the preprocessed data was confirmed, they were integrated in a
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database together with clinical information of the corresponding pa-

tients.

e Analysis of the resultant dataset. Such dataset shares some features
with the previous one: high-dimensionality, heterogeneity, imprecision
and uncertainty. Thus, the methodology is appropriate for its analysis.
The knowledge derived from the discovered rules may help experts to
unveil new biomarkers in breast cancer.

Regarding the second objective, the attention has been focussed on study-
ing the mechanisms involved in gene expression regulation. A new method-
ology has been developed which overcomes some of the limitations of previ-
ous approaches. The procedure is based on the use of a clustering algorithm
to find groups of closely-located transcription factor binding sites, and the
subsequent analysis of the obtained groups by fuzzy frequent itemset min-
ing. Some of the main properties of the procedure are:

e Requires little information from the user.
e Allows to scan a complete genome.

e The fuzzy aspect of the methodology allows to better model regulatory
modules.

e Does not impose a priori constraints on the type of recovered regulatory
elements.

e Results are presented in an intuitive way.

The methodology has been applied over the yeast genome in order to
validate its functioning. Results derived from this analysis enable us to pro-
pose the application of the procedure over more complex genomes in future

works.

1.3 Structure of the manuscript

Chapters are organized as follows:
e Chapter 2 includes some basic concepts which may be helpful for the
easy-understanding of the manuscript. Firstly, some basic notions re-

garding the storage and use of genetic information in cells are shown.
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Then, an overview on applications of computer science techniques in
Bioinformatics is given. The state-of-the-art of those Bioinformatics
fields closely related with this work is provided at the end of this Chap-
ter.

Chapter 3 describes the fuzzy association rule mining methodology and
its application to the S. cerevisiae genome. First, an introductory section
motivating the work is presented. Then, the information gathered from
the yeast genome and its preprocessing is described. Next, the fuzzy
association rule mining algorithm is explained together with a freely-
accessible web application. The results are validated and discussed
in Section 3.5. Finally, the conclusions extracted from this study are

included in the last section.

Chapter 4 contains the analysis of genomic information in breast can-
cer. An introductory section motivates this study. Next, Section 4.2
introduces the breast cancer problem from a biomedical point of view.
Then, the set of prognostic factors included in the study is described in
detail, as well as the preprocessing procedure used to obtain a measure
of the gene expression levels. Next, the methodology used to obtain the
fuzzy association rules is commented. This bassically coincides with
the exposed in Section 4.4. Then, the obtained relations are compared
with previously reported results. Finally, the conclusions obtained from

this work are presented.

Chapter 5 describes the new methodology proposed for the study of
regulatory elements in a genome. As in the previous chapters, the
work is firstly motivated in an introductory section. Then, the devel-
oped methodology is described, which comprises: 1) the procedure
followed for finding groups of closely located transcription factor bind-
ing sites, 2) the methodology based on fuzzy frequent itemset mining
for analyzing co-ocurrences in the obtained groups and 3) the post-
processing of the resulting itemsets. The last part of the chapter dis-
cusses three different experiments carried out over the yeast genome.

The conclusions are included at the end of the Chapter.
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e The last Chapter contains the overall conclusions, the future tasks arised
during the development of this project and the publications derived

from this work.

e Finally, the complete list of publications referenced throughout the

manuscript is provided.



CAPITULO

Preliminares

En este primer capitulo se exponen algunos conceptos basicos necesarios pa-
ra una mejor comprensién de la memoria. En primer lugar, se incluyen ciertas
nociones basicas acerca del almacenamiento y uso de la informacion genética
en las células. Seguidamente se describen los microarrays: su importancia y
funcionamiento. A continuacion, se proporciona una vision global de aplica-
ciones de técnicas computacionales en Bioinformadtica. Finalmente, se centra
la atencién en técnicas computacionales de especial interés en este traba-
jo, tales como algoritmos de clustering, técnicas de extraccion de reglas de
asociacién y métodos de deteccién de elementos reguladores en cadenas de
ADN.

2.1 Algunos conceptos bioldgicos basicos

Todos los seres vivos estdn formados por células. Estas unidades de mate-
ria viva comparten una maquinaria comun para sus funciones mas bdsicas.
Muchos organismos son enormes conglomerados pluricelulares en los que
grupos de células realizan funciones especificas y se relacionan mediante
elaborados sistemas de comunicacién. No obstante, en todos los casos ca-
da organismo se ha originado por divisién celular a partir de una sola célula.
Asi, 1a célula es el vehiculo a través del cual se transmite la informacion here-

ditaria (informacion genética) que define cada especie. Ademads, determinada
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por esta misma informacion, la célula contiene la maquinaria necesaria para
obtener materiales del ambiente y generar una nueva célula a su imagen,

que contendrd una nueva copia de su informacién genética.

2.1.1 El flujo de la informaciéon genética: dogma central

Todas las células guardan su informacién genética mediante un mismo cddi-
go en moléculas de dcido desoxirribonucléico (ADN). A principio de la década
de los aflos cuarenta, se descubrié que la informacién almacenada en el ADN
consta esencialmente de instrucciones para producir otras moléculas diferen-
tes denominadas proteinas. Se sabe que fragmentos del ADN llamados genes
contienen la informacidn necesaria para sintetizar estas proteinas. Cada gen
contiene informacién para la produccién de una proteina tnica, la cual reali-
zard una funcién especializada en la célula. El genoma humano, por ejemplo,
contiene mds de 25000 genes.

Las propiedades y funciones de una célula vienen determinadas por las
proteinas que sintetiza, ya que estas macromoléculas son las responsables
de la mayor parte de las funciones celulares: actian como bloques de cons-
truccion para las estructuras celulares, como enzimas que catalizan todas las
reacciones quimicas, permiten el movimiento celular y la comunicacion inter-
celular, etc. En la sintesis protéica a partir de la informacién contenida en el
ADN intervienen otras moléculas de estructura quimica similar a la del ADN,
las moléculas de dcido ribonucléico (ARN). Estas se encargan de transportar
una copia de la informacién contenida en las moléculas de ADN al lugar de
sintesis de las proteinas en la célula.

Las relaciones de informacion entre ADN, ARN y proteinas son circulares:
el ADN contiene instrucciones para la sintesis de todas las proteinas que la
célula necesita, el ARN es una molécula que sirve de intermediaria entre las
instrucciones del ADN vy la formacién de proteinas, y proteinas especificas
participan en la sintesis y el metabolismo del ADN y el ARN. A este flujo de
informacidn se le denomina dogma central de la biologia molecular (Figura
2.1).
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Figura 2.2: Estructura del ADN (Figuras obtenidas de la referencia [11])

2.1.2 Almacenamiento de la informacidon genética

Tal y como se acaba de comentar, todas las células guardan su informacién
genética mediante un mismo cédigo en moléculas de acido desoxirribonu-
cleico (ADN). Las moléculas de ADN estdn formadas por dos largas cadenas
de nucleétidos. Estos nucledtidos estan unidos entre si formando una larga se-
cuencia lineal que codifica la informacién genética de la célula. En la actua-
lidad y gracias a diversos métodos quimicos, los cientificos pueden obtener
y leer la secuencia de nucledtidos presente en cualquier molécula de ADN y
asi descifrar la informacién genética contenida en cada organismo.

Un nucleédtido es una molécula formada por un azucar (la desoxirribosa)
unida a un grupo fosfato, y una base, que puede ser adenina (A), guani-
na (G), citosina (C) o timina (T) (Figura 2.2a). Cada aztcar esta unido al
siguiente azucar de la cadena por el grupo fosfato mediante un enlace fosfo-
diéster, formando un polimero cuyo eje central estd formado por los aztcares
fosfato y al cual se unen las bases (Figura 2.2b). Los extremos de la cadena
de ADN se nombran habitualmente por la numeracién de los carbonos de la
desoxirribosa: 5’ y 3’ respectivamente (Figura 2.3). La lectura de la cadena

de ADN se lleva a cabo siempre en direccién 3’ — 5.
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Figura 2.3: Detalle de una cadena de ADN que muestra los enlaces de fosfo-
diéster 3’ — 5’ que unen nucledtidos adyacentes (Figura obtenida de [255]).

El polimero de ADN puede crecer por la unién de mondémeros a uno de
sus extremos. En el caso de una cadena sencilla de ADN, los mondmeros
pueden incorporarse al polimero de forma aleatoria, sin un orden preesta-
blecido, ya que todos los nucledtidos pueden unirse entre si del mismo modo
en el sentido del crecimiento del polimero del ADN. Por el contrario, en la
célula viva existe una limitacién, ya que el ADN no se sintetiza como una
cadena libre aislada, sino sobre un patrén o molde de ADN de otra cadena
preexistente. Las bases contenidas en la cadena patrén se unen a las bases de
la nueva cadena siguiendo una estricta norma de complementariedad: A se
une a Ty C se une a G. Este apareamiento une los nuevos mondémeros de la
cadena y ademads controla la selecciéon del mondmero que se afiade a la cade-
na (Figura 2.4a). De esta forma, una estructura de doble cadena consiste en
dos secuencias complementarias de A, C, T y G. Ademas, las dos cadenas de
nucleétidos se enrollan una sobre la otra generando una doble hélice (Figura
2.4b).

Los enlaces establecidos entre las bases son débiles si se comparan con
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Figura 2.5: La doble hélice se abre permitiendo obtener una copia de la
misma (Figura obtenida de [11]).

las uniones aztcar fosfato del resto del esqueleto. Esta debilidad permite se-
parar las dos cadenas de ADN sin forzar la rotura de su esqueleto. Cada una
de las cadenas puede comportarse como un molde o patrén en la sintesis
de un nuevo ADN, una nueva copia de informacion genética (Figura 2.5).
En diferentes tipos celulares, el proceso de replicacion de ADN se produce a
velocidades diferentes, con controles de inicio y final diferentes y con molé-
culas reguladoras auxiliares distintas. Pero la base del proceso es universal:
el ADN constituye el almacén de la informacién y la polimerizacién sobre un
patrén o molde es el modo en el que esta informacion hereditaria se copia y

se transmite.
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Figura 2.6: Esquema de una tipica célula animal (Figura obtenida de la re-
ferencia [11]).

Organizacion del ADN en eucariotas

Los organismos vivos pueden clasificarse en dos grupos atendiendo a su es-
tructura: organismos eucariotas y procariotas. Los eucariotas guardan su
ADN en un compartimiento intracelular denominado nucleo (Figura 2.6).
Los procariotas no presentan un compartimiento nuclear diferenciado para
almacenar su ADN. Las plantas, hongos y los animales son eucariotas; las
bacterias son procariotas. Este trabajo se centra en el estudio de genomas
eucariotas.

El ADN se encuentra compactado en el nucleo. Téngase en cuenta por
ejemplo, que cada célula humana contiene aproximadamente 2 metros de
ADN. Si se uniera el ADN de todas las células humanas se obtendrian unos
40 km de un hilo extremadamente fino. Esta compleja tarea de empaquetar el
ADN la realizan unas proteinas determinadas que se asocian al ADN. Dichas
proteinas se encargan de plegarlo y facilitar la formacién de enrollamien-
tos y bucles, contribuyendo asi al establecimiento de niveles de organizacién
superiores del ADN. De este modo, se evita que la cadena se convierta en
un enmarafiado e inmanejable ovillo con el que no se pueda trabajar. Sor-

prendentemente, a pesar de que el ADN se empaqueta de una forma muy
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compacta, lo hace de tal forma que permanece accesible a las enzimas que
intervienen en su replicacion, en su reparacion y en la utilizacion de los genes
para producir proteinas.

En las células eucariotas, el ADN se encuentra fragmentado en varias por-
ciones lineales denominadas cromosomas. Por ejemplo, el genoma humano
-de aproximadamente unos 3,2-10° nucleétidos- esta distribuido en 24 pares
de cromosomas diferentes. Cada cromosoma estd formado por una sola mo-
lécula de ADN, muy larga, asociada a proteinas que pliegan y empaquetan
la final hebra de ADN formando una estructura mds compacta. Tradicional-
mente las proteinas que se unen al ADN de los cromosomas eucariotas se cla-
sifican en dos grupos: las histonas y las proteinas cromosomicas no histonas.
El complejo formado por el ADN cromosémico y las dos clases de proteinas
se denomina cromatina. Las histonas estdn presentes en grandes cantidades
(alrededor de 60 millones de moléculas de cada tipo por célula humana),
de forma que en la cromatina la masa total de histonas es aproximadamente
igual a la de ADN.

Las histonas son responsables del primer y mas basico nivel de organiza-
cién del cromosoma, el nucleosoma. Si la cromatina se somete a tratamientos
que la descondensen es posible su observacion al microscopio electrénico co-
mo una serie de “cuentas de collar” (Figura 2.7). El collar es el ADN y cada
una de las cuentas es el “nucleo de una particula nucleosémica” que esta for-
mado por ADN que envuelve este ntcleo de proteinas. El collar de cuentas
constituye el primer nivel de empaquetamiento del ADN. El posicionamiento
exacto de los nucleosomas a lo largo de la hebra de ADN depende de factores
entre los que se incluye la secuencia del ADN y la presencia y naturaleza de
otras proteinas unidas al ADN. Ademas, la distribucién de los nucleosomas
es un proceso muy dindmico, cambiando continuamente en relaciéon a las
necesidades de la célula.

Aunque la mayor parte del ADN cromosdmico forma largas cadenas de
nucleosomas, es poco probable que en una célula viva la cromatina se dis-
ponga en la forma de “collar de cuentas”. En lugar de ello, los nucleosomas
se empaquetan uno sobre otro formando una fibra de cromatina compacta

(Figura 2.8a). Asi, se han propuesto varios modelos para explicar cémo los
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Figura 2.7: Estructural del ADN den forma de collar de cuentas.

nucleosomas se empaquetan en esta fibra de cromatina; el que estd mas en
concordancia con los datos de que se dispone es el que hace referencia a se-
ries de variaciones estructurales, denominado modelo en zigzag. En realidad,
la estructura encontrada en los cromosomas es probablemente una secuencia
de diferentes variaciones del zigzag. Tal y como se ha comentado, la longitud
del ADN espaciador que conecta los nucleosomas vecinos puede ser variable;
probablemente, estas variaciones del espaciador introducen perturbaciones
locales en la estructura de zigzag. Finalmente, la presencia de otras protei-
nas que se unen al ADN dificulta el plegamiento entre los nucleosomas e

introduce interrupciones irregulares en la fibra (Figura 2.8b).

Los genes

Un gen se puede definir como un segmento de ADN que contiene las instruc-
ciones para fabricar una determinada proteina (o un grupo de proteinas que
estdn muy estrechamente relacionadas entre si). A pesar de que esta defi-
nicion la cumplen la mayoria de genes, existe un porcentaje de genes cuyo
producto final es una molécula de ARN en lugar de una proteina. Al igual que
las proteinas, estas moléculas de ARN ejecutan, en células diversas, funciones
estructurales y cataliticas.

Por lo general, un gen comprende tan sélo unos cuantos miles de nucled-
tidos. Ciertas sefiales codificadas en la cadena de ADN indican los puntos en
los que comienza y acaba el gen. Sin embargo, estas sefiales presentan se-
cuencias de nucleétidos heterogéneas, siendo enormemente dificil localizar-
las en genomas eucariotas. A menudo, es necesario disponer de informacién
adicional, en parte procedente de la experimentacion directa, para localizar

con precision estas cortas sefiales de ADN contenidas en el genoma. Asi, la
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Figura 2.8: Estructura de las fibras de cromatina (Figuras obtenidas de la
referencia [11])

identificacién de las secuencias codificadoras de los genes es un campo de
investigacion en continuo desarrollo.

Otro aspecto importante de los genes eucariotas es que las secuencias co-
dificadoras de los mismos suelen estar interrumpidas por secuencias no codi-
ficantes. Asi, los genes eucariotas estan divididos en pequefios fragmentos de
secuencia codificadora ( exones), separadas por otras secuencias mucho mas
largas, los intrones (Figura 2.9). De nuevo, se sabe que la propia secuencia
de nucleétidos indica los limites de los intrones. Sin embargo, resulta muy

dificil determinar los limites precisos de un intrdn.

Estructura del ARN

Como el ADN, el ARN es un polimero lineal de cuatro tipos diferentes de
nucledtidos unidos por enlaces fosfodiéster. Desde el punto de vista quimico
se diferencia del ADN en dos aspectos: (1) los nucleétidos del ARN son ribo-

nucledtidos, es decir, contienen el azucar ribosa (de ahi el nombre de acido
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Figura 2.9: Los genes se encuentran divididos en intrones y exones.

ribonucleico) en vez de desoxirribosa; (2) como el ADN, el ARN contiene las
bases de adenina (A), guanina (G) y citosina (C), pero en lugar de timina
(T) contiene uracilo (U). El U, al igual que la T, se aparea mediante puentes
de hidrégeno con la A.

El ADN y el ARN se diferencian ampliamente en su estructural global. Asi,
el ADN siempre aparece como una doble hélice mientras que el ARN es de ca-
dena sencilla. Las cadenas de ARN se pueden plegar en una amplia variedad
de formas, lo que permite que algunas moléculas de ARN desarrollen funcio-
nes estructurales y cataliticas. Ademads, dado que sdlo se copia una pequeia
regién del ADN, las moléculas de ARN son mucho més cortas. Una molécula
de ADN de un cromosoma humano puede tener hasta 250 millones de pares
de bases de longitud, mientras que la mayoria del ARN no tiene mas de unos

cuantos miles de nucledtidos y muchas de ellas son incluso menores.

2.1.3 El ciclo celular

Una célula se reproduce cuando lleva a cabo una secuencia ordenada de
acontecimientos en los cuales duplica su contenido y luego se divide en dos.
Este ciclo de duplicacion y divisién, conocido como ciclo celular, es el meca-
nismo esencial mediante el cual todos los seres vivos se reproducen.
Durante el ciclo celular, el ADN se duplica y se reparte en dos células
hijas idénticas. Estos procesos definen las dos fases principales del ciclo: la
fase S y la fase M. La duplicacion del ADN sucede en la fase S (de sintesis),
la cual ocupa alrededor de la mitad del tiempo que dura el ciclo celular en

una célula de mamifero tipica. Después de la fase S tiene lugar la fase M (de
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mitosis), la cual agrupa la mitosis (reparto de material genético nuclear) y
la citocinesis (divisién del citoplasma), ocupando mucho menos tiempo del
ciclo celular que la fase S.

Sin embargo, la mayoria de las células tardan mucho m4ds tiempo en cre-
cer y duplicar su masa de proteinas y organulos que el que necesitan para
replicar su ADN vy dividirse. Esto se debe a que en la mayoria de ciclos celu-
lares, se intercalan fases de descanso que permiten a las células disponer de
mas tiempo para crecer -la fase G, entre la fase M y la fase S y la fase G,
entre la fase S y la mitosis-. De este modo, el ciclo celular eucariota se divide

tradicionalmente en cuatro fases secuenciales: G,, S, G, y M (Figura 2.10).

desarrollo del programa genético de la célula,
interaccion conotras células, nutricion

mitosis o ’
division celular

replicacion
del ADN

reparacionde errores
enla replicacion del ADN

Figura 2.10: Fases del ciclo celular.

2.1.4 La expresion de los genes: del ADN a la proteina

Para llevar a cabo satisfactoriamente la funcién de almacén de la informa-
cién, el ADN tiene que hacer algo mds que duplicarse antes de cada divisién
celular: debe expresar la informacién que contiene, utilizadndola para dirigir
la sintesis de otras moléculas en la célula. El mecanismo responsable de este
proceso es el mismo en todos los organismos vivos y se divide en dos etapas:
transcripcion y traduccion. El proceso comienza con la polimerizacion sobre
un patrén, denominada transcripcion, proceso en el que diferentes segmen-

tos de la secuencia de ADN se utilizan como molde para la sintesis del ARN.
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Posteriormente, en un proceso complejo denominado traduccion, muchas de
estas moléculas de ARN se utilizan para dirigir la sintesis de polimeros de

una clase quimica radicalmente diferente: las proteinas.

La transcripcion

Tal y como se ha comentado, el primer paso que lleva a cabo una célula
para leer la parte que necesita de las instrucciones genéticas, es copiar un
fragmento particular de su secuencia de nucleétidos de ADN -un gen- a una
secuencia de ARN. La informacién del ARN, aunque esté copiada en una for-
ma quimica diferente, continua estando escrita esencialmente con el mismo
lenguaje que la del ADN.

La transcripcién se inicia con la abertura y el desenrollamiento de una
pequefia zona de la doble hélice de ADN, dejando al descubierto las bases de
cada una de las dos hebras del ADN. Una de ellas actiia como molde para
la sintesis de una molécula de ARN. La secuencia de nucleétidos de la ca-
dena del ARN viene determinada por la complementariedad de bases entre
los nucledtidos que se van incorporando y el molde del ADN. Cuando se pro-
duce un apareamiento correcto, el ribonucleétido recién incorporado se une
covalentemente a la cadena de ARN que se estd sintetizando, mediante una
reaccion catalizada enzimdaticamente. La cadena de ARN originada durante
la transcripcion -el transcrito- se va elongando, nucledtido a nucleétido, pro-
duciéndose asi una secuencia exactamente complementaria a la de la hebra
de ADN utilizada como molde.

Las enzimas que llevan a cabo la transcripcién reciben el nombre de ARN
polimerasas. Estas ARN polimerasas catalizan la formacién de los enlaces
fosfodiéster que unen los nucleétidos formando una cadena lineal. La ARN
polimerasa se desplaza, paso a paso, a lo largo del ADN, desenrollando la
hélice de ADN ligeramente por delante del centro activo de polimerizacion,
exponiendo una nueva regién de la hebra molde para el apareamiento com-
plementario de bases.

Es importante destacar que en células eucariotas, las ARN polimerasas

necesitan proteinas adicionales para poder iniciar la transcripcién. A dichas
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Figura 2.11: Tensiones generadas en el ADN durante la transcrip-
cién. (Figuras obtenidas de la referencia [11])

proteinas se les llama factores generales de transcripcion. Ademads, las polime-
rasas deben salvar otra dificultad durante la elongacién: el superenrollamien-
to del ADN. El desenrollamiento de una secuencia de nucledtidos generard un
gran lazo de ADN superenrollado para compensar la tensién generada (Figu-
ra 2.11a). Ademads, cualquier proteina que se impulsa a si misma a lo largo
de un fragmento de la doble hélice de ADN tiende a generar una tensién
superhelicoidal (Figura 2.11b). En las células eucariotas, las topoisomerasas

de ADN eliminan esta tension.
Finalmente, tal y como se comenté anteriormente, las secuencias codi-

ficadoras de los genes suelen estar interrumpidas por secuencias no codifi-
cadoras. Tanto los intrones como los exones son transcritos a ARN, por lo
que los intrones tienen que ser eliminados de la molécula de ARN recién
sintetizada mediante maduracion por corte y empalme del ARN 6 ayuste del
ARN.

La traduccion

La mayoria de los genes especifican la secuencia de aminoacidos de las pro-
teinas. Las moléculas de ARN copiadas a partir de estos genes (que son las
responsables, en dltimo término, de la sintesis de proteinas) reciben el nom-

bre de moléculas de ARN mensajero (mARN). Sin embargo, en una pequefia
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proporcion de genes el producto final es el propio ARN. Hay otros tipos de
ARN, tales como los ARN pequeiios nucleares (snRNA, de small nuclear RNA),
el ARN ribosomico y el ARN de transferencia. Los primeros dirigen la madura-
cién del pre-mARN formando el mARN. El ARN ribosémico forma el nticleo
de los ribosomas. Finalmente, las moléculas de ARN de transferencia son
los adaptadores que seleccionan los aminodcidos y los retienen en el lugar
adecuado del ribosoma para que se puedan incorporar las proteinas.

La traduccién del mARN a proteina se lleva a cabo en los ribosomas. Por
tanto, una vez terminada la traduccién y maduracién del mARN correspon-
diente, éste es trasladado al citoplasma. Una vez en el ribosoma, la infor-
macion contenida en la secuencia del mARN se lee en grupos de tres nu-
cledtidos: cada triplete de nucleétidos o coddn codifica un aminodacido de la
proteina. La secuencia de nucledtidos del mARN es leida por moléculas de
ARN de transferencia. Cada molécula de tARN une en uno de sus extremos
un aminodcido y en su otro extremo tiene una secuencia especifica de tres
nucleétidos -un anticoddn- que le permite reconocer por apareamiento de ba-
ses un codén o un subgrupo de codones del mARN (Figura 2.12). Asi, para la
sintesis de la proteina, un conjunto de moléculas de tARN cargadas con sus
aminodacidos respectivos se unen al mARN por apareamiento de sus antico-
dones con cada uno de los codones sucesivos del mARN. Posteriormente, los
aminodcidos se van uniendo de forma que la proteina naciente va creciendo
y cada tARN, relegado de su carga, se libera.

La clave para la traduccién es el cddigo genético, que relaciona los aminod-
cidos especificos con combinaciones de tres bases adyacentes a lo largo del
mARN. Dado que en cada posicién existen cuatro posibilidades (A, T, C 6 G),
hay 4 = 64 combinaciones de tripletes posibles. Estos 64 codones constitu-
yen el codigo genético (Tabla 3.1). Puesto que sdlo existen 20 aminodacidos,
necesariamente hay muchos casos en los que varios codones corresponden
a un mismo aminodcido. Esta redundancia es una caracteristica importante
del cédigo genético ya que, por ejemplo, un error en el codigo genético pue-
de que sélo cause una mutacion silenciosa 6 un error que no afectard a la

proteina correspondiente.
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Figura 2.12: Una molécula de tARN especifica para el aminoacido triptéfano.
Un extremo de la molécula se une al triptéfano, mientras que el otro muestra
la secuencia de nucleétidos CCA que reconoce el codén presente en el mARN
(Figura obtenida de la referencia [11]).

Tabla 2.1: Cédigo genético universal

AA | Codén || AA | Codén | AA | Codén || AA | Codén

phe | UUU ucU [, [ VAU [ o ] UGU
uuc | o | uuc UAC UGC
UUA ucA || UUA | TER| UGA
UUG UCG UAG | Trp | UGG
Loy | CUU CCU || ;. | CAU CGU
cuc ||, | ccc cac || .o | coc
CUA ccA || CAA CGA
CUG CCG CAG CGG
AUU AcU |, | AU [ | AGU
lle | AUC || | ACC AAC AGC
AUA AcA | T AAA [, [ AGA
Met | AUG ACG YS | AAG & | AGG
GUU GCU |, | GAU GGU
vl | 6UC || . | ccc GAC || o | GGC
GUA GCA |[, | GAA GGA
GUG GCG GAG GGG
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Control de la expresion génica

El ADN de un organismo codifica todas las moléculas de ARN y de proteina
necesarias para la construccién de sus células. Sin embargo, la descripcién
completa de la secuencia de ADN de un organismo no permitiria reconstruir-
lo. El problema radica en saber como se utilizan los elementos de la secuencia
de ADN, es decir, las reglas y mecanismos que determinan que en cada célula
sOlo se exprese especificamente una seleccion de los genes.

Tal y como ya se ha comentado, la via que conduce del ADN hasta las pro-
teinas estd formada por muchas etapas (transcripcién, maduracion, transpor-
te al citosol, etc.), y en principio todas ellas se pueden regular. Sin embargo,
para la mayoria de los genes, los controles transcripcionales son los mds im-
portantes. Esto tiene sentido ya que, de todos los posibles puntos de control
solamente el control transcripcional asegura que no se sinteticen intermedia-
rios superfluos.

La transcripcion de cada uno de los genes de las células es activada o des-
activada por proteinas de regulacién génica denominadas factores de trans-
cripcion (TFs, de Transcription Factors en inglés). Es importante no confundir
estas proteinas con los factores generales de transcripcidon antes menciona-
dos. El término “general” se refiere al hecho de que éstos ultimos se ensam-
blan en todos los promotores transcritos por la ARN polimerasa II, en lo cual
difieren las proteinas de regulaciéon génica 6 factores de transcripcion, que
s6lo actian en determinados genes. Estas proteinas se unen a secuencias
reguladoras del ADN, producen alteraciones locales en la estructura de la
cromatina y facilitan/entorpecen el ensamblaje de la ARN polimerasa y de
los factores generales de transcripcion en la posicién de inicio de la transcrip-
cién. Seria légico preguntarse si estas uniones DNA-proteina vienen determi-
nadas por un cédigo de apareamiento aminodcido-par de bases sencillo: por
ejemplo ¢es siempre el par de bases G-C el que se une a un cierto aminoa-
cido? La respuesta parece ser que no, aunque algunos tipos de interaccién
aminodacido-base aparecen con mucha mas frecuencia que otros.

Una caracteristica particular de la regulacion de la transcripcion en célu-
las eucariotas, es que muchas proteinas reguladoras pueden actuar incluso

cuando se encuentran unidas al ADN a miles de nucledtidos de distancia del
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promotor que regulan. Esto significa que un determinado promotor puede
estar controlado por un nimero casi ilimitado de secuencias reguladoras dis-
persas por el ADN. Esta accién a distancia es muy comun. Aqui se utiliza el
término region de control de un gen para indicar la regién de ADN implicada
en la regulacién de la transcripciéon de un gen, incluido el promotor, en que
se ensamblan los factores generales de transcripcién y la polimerasa, mas
todas las secuencias reguladoras a las que se unen las proteinas reguladoras
controlando la velocidad de este proceso de ensamblaje sobre el promotor.
En eucariotas superiores no es inusual encontrar las secuencias reguladoras
de un gen dispersas a distancias tan largas como 50000 pares de nucledti-
dos. Aunque la mayor parte de este ADN actiia como “espaciador” y no es
reconocido por proteinas reguladoras, este ADN espaciador puede facilitar la
transcripcion aportando la flexibilidad necesaria para la comunicacion entre
las proteinas unidas al ADN. De hecho, el modelo mas correcto que explica
este control “a distancia” describe que el ADN existente entre la secuencia
reguladora y el promotor se doblaria, permitiendo que las proteinas unidas a
la secuencia reguladora interactien con proteinas (ARN polimerasa, factores
generales de transcripcién, u otras proteinas) unidas al promotor.

Finalmente, es importante destacar que las proteinas reguladoras de ge-
nes eucariotas no suelen actuar como polipéptidos individuales. En general,
estas proteinas reguladoras se unen de forma coordinada a los llamados mo-
dulos de regulacion (CRMs, del inglés Cis-Regulatory Modules). Asi, las regio-
nes reguladoras de los genes se encuentran organizadas en una serie de mo-
dulos de regulacién. Se piensa que estos modulos abarcan varios cientos de
pares de bases [17]. Los resultados obtenidos con diversas técnicas compu-
tacionales indican que estos mdédulos tenderian a estar formados por 2 — 5
sitios de union de factores de transcripcion (TFBSs, del inglés Transcription
Factor Binding Sites) [212, 128].
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2.1.5 Estudio de la expresion de los genes: los
microarrays

Los microarrays fueron desarrollados en los afios noventa y han revoluciona-
do la forma en la que se estudia la expresion génica, al permitir el estudio de
la expresion de miles de genes simultdneamente. De hecho, los microarrays
se han utilizado hasta el momento para estudiar una gran variedad de proce-
sos, que incluyen desde los cambios en la expresidn génica responsables de la
maduracién de las fresas, hasta las “firmas” de expresion génica de diferentes

células cancerigenas humanas.
Los arrays de expresion contienen miles de secuencias de ADN comple-

mentario (ADNc) inmovilizadas en una pequefia superficie del tamafio de un
portaobjetos de vidrio usado para microscopia. En cada cristal se pueden im-
primir, en miles de spots o puntos diferentes insertos de clones de ADNc. Cada
uno de los puntos sirve para determinar en qué medida se estd expresando

el gen al que representa.
Algunos microarrays se generan a partir de fragmentos de ADN que un

robot se encarga de disponer sobre el portaobjetos. Otros contienen oligonu-
cledtidos cortos que se sintetizan sobre la superficie de la ldmina de vidrio
con técnicas similares a las utilizadas para grabar los circuitos de los chips
de los ordenadores. En cualquier caso, debido a que se conocen la secuencia
y la posicidn exactas de cada sonda en el microarray, cualquier fragmento de
nucledtidos que se hibride con una de las sondas podra ser identificado como
un gen concreto simplemente detectando la posicién en la que se encuentre

unido en el microchip.
Para utilizar un microarray de expresion, se extrae en primer lugar el

mARN de las células que se van a estudiar y se transforma en ADNc. Este se
marca con un producto fluorescente, el microchip se incuba con esta mues-
tra de ADNc marcado y se deja que tenga lugar la reaccién de hibridacion. El
microarray se lava posteriormente para eliminar el ADNc que no se haya uni-
do, y se identifican las posiciones del microarray a las que se han unido los
fragmentos de ADN marcado con un microscopio que tiene un escaner laser
automatizado. Las posiciones detectadas por el escaner se hacen correspon-

der con el gen concreto que se habia dispuesto inicialmente en esa posicidn.
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En el caso de los arrays de oligonucledtidos el proceso es algo diferente, ya
que el ADNCc se transforma en ARNc mediante transcripcién in vitro, siendo
este ARNc fragmentado el que se utiliza en la reaccidn de hibridacién. En
cualquier caso, el principio bdsico de funcionamiento del microarray es el

mismo. La Figura 2.13 muestra esquematicamente todo el proceso.
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Figura 2.13: Uso de un microarray de oligonucleétidos

2.2 Técnicas computacionales para el analisis

de informacion genética

La secuenciacion de los genomas de distintas especies, asi como el desarro-
llo de nuevas tecnologias como los microarrays, han generado una ingente
cantidad de informacién gendmica estructural y funcional, impulsando la
investigacion en Bioinformadtica hacia el desarrollo de técnicas computacio-
nales capaces de analizar tal cantidad de datos [143, 141]. De esta forma,
las técnicas computacionales de mineria de datos se han aplicado a diferen-

tes areas de la Bioinformadtica. Un ejemplo tipico de aplicacién es el estudio
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de cadenas (bien sean de nucleétidos o de aminodacidos): bisqueda de pa-
trones y alineamiento de multiples secuencias. En este campo, la aplicacién
de algoritmos de programacion dindmica ha proporcionado excelentes resul-
tados, dando lugar a métodos como BLAST o FASTA que han revolucionado
las aplicaciones bionformaticas en Biologia Molecular [19, 166]. Otro campo
de aplicaciéon fundamental en el anélisis de secuencias es la identificacién de
“elementos” de interés en secuencias bioldgicas, ya sean sitios de unién de
proteinas, regiones de ADN sujetas a mas presion selectiva, secuencias codi-
ficadoras etc. En este drea, la herramienta computacional predominante ha
sido, desde su inicio, los modelos ocultos de Markov [65, 226, 185]. Esta
misma técnica ha sido utilizada asimismo en otros &mbitos como por ejem-
plo la prediccion de estructuras de proteinas [45]. En este mismo campo se
han aplicado ademds otras técnicas computacionales como las redes neuro-
nales 6 las maquinas de vector soporte (SVMs) [211, 124]. Estrechamente
relacionado con las estructuras de proteinas se encuentra el analisis de las
redes de interaccién proteina-proteina, campo en el que también se han apli-
cado técnicas computacionales tales como el clustering basado en grafos o
las redes bayesianas [236, 137]. Las redes de regulacion genética han sido
objeto también de gran cantidad de analisis in silico, desarrolldndose para su
estudio una ingente cantidad de estrategias computacionales [269].

Tal y como se puede ver, existe una amplia variedad tanto de campos de
aplicacion, como de técnicas computacionales utiles en cada campo. Merece
una especial mencién el uso de métodos de mineria de datos para el andlisis
de microarrays. De hecho, muchos de los trabajos anteriormente menciona-
dos requieren el andlisis de datos de expresién para sus propdsitos. Las he-
rramientas computacionales por excelencia en este campo son los métodos
de clasificacidn, clustering y biclustering, siendo los algoritmos de cltstering
los mas populares en entornos no estrechamente relacionados con las cien-
cias de la computacién [139]. Asimismo, las técnicas de extraccién de reglas
de asociacion se han utilizado con éxito en practicamente todos los campos
mencionados, pudiendo asi encontrarlas en una amplia variedad de trabajos
que comprenden desde aplicaciones puras de mineria de datos a la inferen-

cia de rutas de sefializacién, prediccién de interacciones proteina-proteina



2.2. Técnicas computacionales para el andlisis de informacién genética 38

o el estudio de médulos de regulacién [163, 52, 27, 176]. Por todo esto, y
dado que tanto el andlisis de microarrays como la aplicaciéon de técnicas de
extraccion de reglas de asociacion son de especial interés en este trabajo, a
continuacion se dedican un par de secciones a estos dos campos. Ademas,
y dado que a lo largo de todo el trabajo se hara uso de técnicas difusas, se
proporciona seguidamente una breve introduccién a los conceptos bdsicos de
teoria de conjuntos difusos. Finalmente, se muestran las principales técnicas
computacionales descritas hasta el momento para la detecciéon de TFBSs en

secuencias de ADN, asi como para el estudio de los médulos de regulacion.

2.2.1 Conjuntos difusos

La informacion con la que se trabaja diariamente no siempre presenta el gra-
do de perfecciéon que caracteriza a los modelos matematicos que se utilizan
para su tratamiento automadtico. En muchas ocasiones, y aun mas frecuen-
temente en el caso de informacién bioldgica, ésta tiende a presentar un alto
grado de imprecisidn e incertidumbre. En general, la imprecisién de una va-
riable se asocia con la incapacidad de asignarle un valor preciso a la misma.
Es decir, el valor de la variable se encuentra en un rango de valores pero no
se puede determinar cudl es, debido por ejemplo a la presencia de errores en
la medida. Por otra parte, la incertidumbre viene dada por el hecho de que no
exista certeza de que la informacién sea verdadera, algo también frecuente
en datos bioldgicos. En algunas ocasiones la incertidumbre puede venir dada
por la propia imprecision.

Todo esto ha hecho que a lo largo de los afios se hayan desarrollado di-
versos modelos matematicos para modelar la informacién imperfecta, uno de
los cuales es la teoria de conjuntos difusos [290]. Dicha teoria fue propues-
ta por Zadeh en 1965, y desde entonces ha sido objeto de estudio por una
gran cantidad de investigadores. De este modo, los conjuntos difusos han re-
sultado ser especialmente adecuados para modelar conceptos e informacién

imprecisa.
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Definicion de conjunto difuso

De manera informal, la teoria de conjuntos difusos permite que un objeto
pertenezca a un conjunto con un grado de pertenencia entre O y 1. Asi, la
teoria de conjuntos clasica es un caso especial de la difusa en el que los
grados de pertenencia se restringen a los valores 0 y 1.

Formalmente, sea X un conjunto de objetos no vacio considerado el uni-
verso de estudio. Un conjunto difuso es un par (X,A), donde A : X — Iy
I =[0,1]. A la funcién A se le denomina funcién de pertenencia. Si se consi-
dera el universo X fijo, se puede identificar el conjunto difuso mediante su
funcion de pertenencia. De esta forma, A(x) representa el grado de perte-
nencia de x al conjunto difuso A.

Dos conjuntos difusos A y B se dicen iguales si:

A=B < A(x)=B(x), VxeX

La relacién de inclusion viene dada por:

ACB < A(x)<B(x), VxeX

Los conjuntos difusos suelen representarse mediante etiquetas lingtiisti-
cas. Por ejemplo, véase la Figura 2.14 en la que se han definido las funciones
de pertenencia de tres conjuntos difusos bajo, medio y alto sobre el dominio

de la altura de las personas.

Operaciones de interseccion: t-normas

Una t-norma es una funcién de dos argumentos de la forma:

T:IxI—1I

que cumple las siguientes propiedades:
e T(a,1)=a, Vael
e T(a,b)<T(u,v)sia<u, b<v,

e T(a,b)=T(b,a),
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BAJO MEDIO ALTO

Grado de pertenencia

1,5 1,6 17 1,8 1,9 2

Altura de una persona

Figura 2.14: Se definen tres conjuntos difusos sobre el dominio de la altura
de las personas.

e T(T(a,b),c)=T(a,T(b,c))
Por tanto, la interseccidon de dos conjuntos difusos mediante una t-norma

T viene dada por:

(AN B)(x) = T(A(x),B(x))

Algunas de las t-normas mas utilizadas son:

minimo(a, b) = min(a, b),
producto(a,b) =a-b,

t —norma de Lukasiewicz(a,b) =max(a+b—1,0)

Operaciones de union: t-conormas

Una t-conorma es una funcion de dos argumentos de la forma:

S:IXI—I
que cumple las siguientes propiedades:
e S(a,1)=a, Vael
e S(a,b)<S(u,v)sia<u, b<v,

e S(a,b)=S(b,a),
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e S(T(a,b),c)=5(a,S(b,c))
Por tanto, la unién de dos conjuntos difusos mediante una t-conorma S

viene dada por:

(AU B)(x) = S(A(x), B(x))

Algunas de las t-conormas mds utilizadas son:

maximo(a, b) = max(a,b),
suma algebraica(a,b)=a+ b — ab,

suma acotada de Lukasiewicz(a,b) =min(1,a+ b)

Operadores de complemento: negacion

Una funcién C : I — I es una funcion complemento (o negacién) si y sélo si

satisface las siguientes propiedades:

e C es una involucion. Es decir, dado un conjunto difuso A, C(C(A(x))) =
A(x),

e (C es estrictamente decreciente,
e (C es continua,
e C(0O)=1ycC(1)=0.

La negacion mds utilizada es la llamada funcién de negacién estadndar:
ClA(x))=1—-A(x)

2.2.2 Analisis de microarrays

Los resultados de un conjunto de experimentos con microarrays se organizan
en las llamadas matrices de expresion génica. Las filas (columnas) en estas
matrices representan los genes y las columnas (filas) las condiciones experi-
mentales que se estudian. De este modo, cada posicién de la matriz contiene

el nivel de expresion de un gen bajo una cierta condiciéon experimental. El
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andlisis de estas matrices suele resultar realmente complejo, dada la gran
cantidad de genes (incluso en el organismo mas simple), el alto numero de
condiciones experimentales que se pueden llegar a estudiar y el ruido que
afecta a todo el proceso experimental.

En todos los casos es imprescindible realizar una etapa previa de pre-
procesamiento de la matriz de expresidon. Una vez preprocesada, se aplican
sobre ella las técnicas de analisis correspondientes. Aunque en algunos casos
se utilizan técnicas estadisticas para su andlisis, algunas de ellas muy popu-
lares como SAM (Significance Analysis of Microarrays) [262], en la mayoria
de las ocasiones la cantidad de muestras diferentes en el estudio hace tre-
mendamente engorrosa la tarea de andlisis mediante estas técnicas. Por ello,
se hace necesaria la aplicacién de técnicas de mineria de datos y, en parti-
cular, los algoritmos de clustering son especialmente ttiles en este campo.
Asimismo, la extraccion de reglas de asociacion se ha aplicado también satis-
factoriamente en gran cantidad de ocasiones para el andlisis de microarrays.
Dado que estas dos técnicas son de especial interés en este trabajo, se centra-
ra la atencion en los principales usos propuestos de estas dos técnicas para

el andlisis de datos de expresién.

Preprocesamiento

El preprocesamiento de los datos de expresién incluye por lo general di-
versas tareas, tales como la normalizacion, relativizacion de los valores de
expresion, tratamiento de datos perdidos y eliminacién de datos planos. Los
conjuntos de datos de expresion utilizados en este trabajo no presentaban

datos perdidos, por lo que se centrara la atencion en el resto de tareas.

Normalizacion

Tal y como ya se ha comentado, el proceso de preparacién de los micro-
arrays estd compuesto por una serie de tareas complejas sujetas a un error.
Este error puede enmascarar el valor bioldgico en el que se estd interesado.
La normalizacion es un paso esencial del preprocesamiento para corregir los

efectos de las fuentes sistemadticas de variacion de origen no biolégico. Se
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han propuesto una gran cantidad de metodologias de normalizacién, mu-
chas de ellas dependientes de la plataforma de microarrays utilizada. En este
trabajo, se han utilizado dos conjuntos de microarrays: uno descargado de
la Saccharomyces Cerevisae Database (SGD [84, 6], Seccion 3.2.4) y otro pro-
porcionado por el Hospital Universitario Virgen de las Nieves de Granada
(Seccidén 4.3.3). El primero de ellos se descargd ya preprocesado, por lo que
no requirié de ninguna accion previa a su analisis. El segundo conjunto fue
obtenido mediante la plataforma de arrays Affymetrix Genechip U133 plus
2.0. Existe toda una serie de metodologias de normalizacién especificas para
esta plataforma, por lo que se centrard la atencidn en ellas [140].

Cada gen en un chip de Affymetrix de este tipo estd representado por
un conjunto de sondas. Dicho conjunto estd formado por 11 pares diferentes
de oligos de 25 pb cada uno, que cubren ciertas zonas de la regiéon que
se transcribe del gen. Cada par estd formado por un oligonucledtido perfect
match (PM) y otro mistmatch (MM). La sonda PM se ajusta exactamente a la
secuencia de un genotipo estdndar, mientras que la sonda MM difiere en una
posicidn central, la base 13. Esta segunda sonda (MM) estd disefiada para
distinguir el ruido provocado por la hibridacién no-especifica de la sefial de
hibridacion especifica.

Teniendo en cuenta todo lo anterior, los datos obtenidos con esta pla-
taforma se normalizan en tres etapas: correccion de fondo, normalizacion y
agregacion. La correccion de fondo permite ajustar los efectos de hibridacién
no relacionados con la interaccién entre sondas y ADN objetivo. Mediante
la normalizacion se eliminan errores sistematicos, de forma que se puedan
comparar valores de expresion de distintos arrays. Finalmente, en la agrega-
cién se combinan las intensidades de las diferentes sondas del conjunto de
sondas, de forma que se proporcione un sélo valor de expresién para cada
gen.

El primer método de normalizacién que surgio, establecido inicalmente
como el método por defecto para Affymetrix, se denomind average diferen-
ce (AD). Se trata una medida lineal basada en la diferencia PM-MM para
corregir el efecto de las uniones no especificas. Esta medida se reemplazé

por el actual estdndar MAS5.0, el cual utiliza una escala logaritmica mads
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apropiada y el método de regresion robusta Tukey Biweight [1]. Posterior-
mente, se demostrd que un tercio de los pares de sondas PM-MM dan lugar
a sefiales negativas, quedando patente asi que el uso de las sondas MM pa-
ra la deteccién de uniones no especificas no es fiable [131, 179]. En este
sentido, Irizarry et al. [130] desarrollaron el robust multi-array average met-
hod (RMA), basado iinicamente en los valores proporcionados por las sondas
PM. Li y Wong [160] desarrollaron un modelo estadistico sobre los datos pa-
ra calcular un indice de expresién (MBEI), incorporando dicho indice en la
herramienta dChip [159], una de las aplicaciones software mas conocidas en
este drea. Se han propuesto también algunos modelos basados en la energia
fisica de las interacciones, en un intento por modelar la formacién de los
pares ADN-ARN [240], entre los que cabe destacar el Positional Dependent
Nearest Neighbour (PDNN) de Zhang et al. [295]. Siguiendo esta idea, Wu et
al. [282] desarrollaron el método GCRMA, que intenta combinar la fuerza de
algoritmos basados en modelos estocasticos, como el RMA, con el modela-
do fisico de la informacién de la secuencia. El nimero de métodos contintia
creciendo, no habiendo atin un consenso acerca de qué método es mds apro-

piado y fiable en cada ocasién.

Transformacion de valores absolutos de expresion en relativos

En general, no se suele trabajar con valores de expresién absolutos sino
relativos. Es decir, los valores de expresién absolutos obtenidos en las mues-
tras objetivo, se comparan con los valores de expresién obtenidos en un con-
junto de muestras de referencia, de tal modo que lo que finalmente se ob-
tiene es una medida del cambio de la expresién de cada gen en la muestra
objetivo respecto a la muestra de referencia. Los valores relativos se calculan
dividiendo cada valor en la muestra objetivo por el valor en las muestras de

referencia, y calculando el logaritmo en base 2 del resultado:

Exprl.”j =log,(Expr; ;/valor_ref;),
donde:
e Expr] ; Tepresenta el nivel relativo de expresion del gen i en la muestra

J,
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e Expr;; representa el nivel absoluto de expresion del gen i en la mues-

tra j,

e valor_ref; representa el valor de expresion de referencia para el gen i.
Este valor se obtiene normalmente agregando los niveles de expresién
del gen correspondiente en diferentes muestras de referencia. Dicha
agregacion se puede llevar a cabo calculando la mediana o el valor
medio.

Al dividir cada valor absoluto por el valor de referencia, apareceran valo-
res superiores a 1, que indican que los genes estan sobre-expresados, es decir,
producen un nivel de expresion mayor en la muestra experimento, que en
la de referencia; por otra parte, apareceran valores inferiores a 1, indicando
que los genes estan sub-expresados, en el sentido de que el nivel de expresién
es menor en la muestra del experimento que en el de referencia. Por esta ra-
zoOn, las dos clases de datos anteriormente indicadas no estan representadas
en la misma escala, ya que en el caso de la sub-expresién, serdn valores que
pertenecen al intervalo ]0, 1[, mientras que en el caso de la sobre-expresién
tomaran valores en una rango mayor |1,00[. Por tanto, es necesaria una
transformacién de los datos, para poder manejar conjuntamente los valo-
res de sobre-expresidon y de sub-expresidon. Usualmente se elige una trans-
formacion logaritmica en base 2. La idea fundamental es que los datos de
sub-expresion se concentran en [0, 1] y con la transformacién logaritmica en
base 2, los datos se distribuyen de forma visual mas realista, representando
los valores positivos, la sobre-expresion, y los negativos la sub-expresién.

A continuacion se muestra un ejemplo para tratar de aclarar este proceso.
Supdnganse los datos absolutos (normalizados) de la Tabla 2.2. Las tres pri-
meras columnas representan muestras de referencia, mientras que el resto se
corresponden con muestras objetivo. Se obtienen en primer lugar los niveles
de expresion de referencia para cada gen: para esto se calcula la mediana de
las tres primeras columnas de cada fila (Tabla 2.3).

A continuacion, se dividen los niveles de expresién de cada gen en cada
muestra objetivo por sus correspondientes valores de referencia (Tabla 2.4).

Tal y como se puede ver, los valores que representan sub-expresién se concen-
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Tabla 2.2: Ejemplo de datos de expresién.

Gen Ref1 Ref2 Ref3 Obj1 || Obj2 Obj3 Obj4
DDR1 || 10,002 || 10,126 || 10,377 || 9,332 || 9,640 || 10,511 || 9,030
RFC2 7,393 6,483 8,215 || 6,697 || 6,677 || 6,971 || 6,970

HSPA6 6,428 || 5,659 || 7,692 || 6,866 | 5,957 || 5,488 || 5,973
PAXS8 7,592 8,744 8,707 || 7,842 || 7,926 || 7,219 || 8,365
GUCAIA || 3,363 || 3,291 || 3,723 || 3,181 || 3,212 || 3,138 || 3,128
UBA7 9,356 9,722 9,424 || 7,783 || 8,216 || 7,808 || 7,793
THRA 5,276 7,512 5,790 || 5,324 || 4,991 || 5,028 || 5,279
PTPN21 || 4,142 || 4,030 || 4,389 || 4,631 || 4,314 || 4,222 || 4,633
CCL5 10,357 || 10,123 || 10,311 || 7,509 || 8,769 || 6,444 || 8,247
Tabla 2.3: Ejemplo de datos de expresién.
Gen Ref Obj1 Obj2 Obj3 Obj4

DDR1 || 10,126 || 10,126 || 9,408 || 10,297 || 9,577

RFC2 || 7,393 || 6,653 | 6,423 | 7,662 || 6,579

HSPA6 6,428 || 26,351 || 5,620 || 6,275 6,299

PAX 8 8,707 || 18,025 || 7,652 || 7,977 || 17,814

GUCAl1A || 3,363 3,533 || 3,611 || 3,540 3,374

UBA7 || 9,424 || 7,979 || 7,023 || 7,453 || 7,552

THRA 5,790 6,526 || 5,297 || 6,455 6,277

PTPN21 || 4,142 || 3,959 || 4,341 || 4,000 || 3,977

CCL5 10,311 || 9,405 || 7,831 || 8,308 7,792
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tran en el intervalo ]0, 1[, mientras que los que representan sobre-expresion

toman valores mayores que 1.

Tabla 2.4: Ejemplo de datos de expresidn relativos.

Gen Obj1 || Obj2 || Obj3 || Obj4
DDR1 || 1,000 || 0,929 || 1,017 || 0,946
RFC2 || 0,900 || 0,869 || 1,036 || 0,890

HSPA6 || 4,099 || 0,874 || 0,976 || 0,980
PAX8 || 2,070 || 0,879 || 0,916 || 2,046
GUCAIA || 1,050 || 1,074 || 1,052 | 1,003
UBA7 || 0,847 || 0,745 || 0,791 || 0,801
THRA || 1,127 || 0,915 || 1,115 || 1,084
PTPN21 || 0,956 || 1,048 || 0,966 || 0,960
CCL5 || 0,912 0,759 || 0,806 || 0,756

Finalmente, se calcula el logaritmo en base 2 de cada valor de la tabla,
trasladando asi los valores sub-expresados al rango de los valores reales ne-
gativos, y los niveles sobre-expresados al rango de los valores reales positivos
(Tabla 2.5).

Eliminacion de los datos planos

A veces aparecen datos planos en la matriz de expresion, es decir, genes
que practicamente no modifican su expresion (cercanos al cero) a lo largo
de todos los experimentos. Estos genes no aportan informacién y dificultan
el andlisis posterior. El procedimiento general consiste en eliminar directa-
mente aquellos genes que no presenten un nimero minimo de “picos”. Por
ejemplo, eliminar aquellos genes cuyo nivel de expresion relativo no sobrepa-
se los limites del intervalo | — 1, 1[ en al menos el 10% de los experimentos.
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Tabla 2.5: Ejemplo de datos de expresion tras aplicar log,.

Gen Objl || Obj2 || Obj3 | oObj4

DDR1 || 0,000 | —0,106 || 0,024 | —0,080
RFC2 || —0,152 || —0,203 || 0,052 || —0,168
HSPA6 || 2,035 || —0,194 || —0,035 | —0,029
PAXS 1,050 || —0,186 || —0,126 || 1,033
GUCAIA || 0,071 || 0,103 || 0,074 || 0,005
UBA7 || —0,240 || —0,424 || —0,339 || —0,320
THRA || 0,173 | —0,128 || 0,157 || 0,117
PTPN21 || —0,065 || 0,068 | —0,050 || —0,059
CCL5 || —0,133 || —0,397 || —0,312 || —0,404

Clustering y biclustering para el analisis de datos de microarrays

Al aplicar un algoritmo de clustering sobre una matriz de expresion, se pre-
tende obtener grupos de genes que presenten valores de expresion similares a
lo largo de las condiciones experimentales estudiadas (genes co-expresados).
Asi, los genes de un mismo clister se comportan de manera similar en dife-
rentes circunstancias y, por tanto, probablemente lleven a cabo una funcién
comun. Ademas, los algoritmos de clustering se pueden utilizar también para
agrupar condiciones experimentales con perfiles genéticos similares, de for-
ma que pudieran observarse subgrupos desconocidos dentro del conjunto de
pacientes/experimentos estudiados. De este modo, los objetivos que se per-
siguen al realizar este tipo de andlisis son variados: anotacién funcional de
genes, diagnostico de enfermedades, descubrimiento de genes, desarrollo de
medicamentos, deteccién de subtipos tumorales, etc.

Eisen et al. [86] fueron los primeros investigadores que mostraron el
potencial de los algoritmos de clustering para extraer patrones de datos de
microarrays. Aplicaron un algoritmo de clustering jerarquico para identificar
grupos funcionales de genes. Posteriormente, se desarrollaron otras muchas

propuestas para el andlisis de microarrays mediante clustering: Smet et al.
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[74], Tamayo et al. [243], etc. (un listado mds extenso y detallado puede
encontrarse en [139]).

Sin embargo, todas estas propuestas agrupan los genes en clusters exclu-
sivos, es decir, un gen puede pertenecer a un soélo cluster. Esto no representa
adecuadamente la realidad, ya que un gen puede desempefar funciones dis-
tintas en procesos biolégicos diferentes. De esta forma, se han propuesto una
serie de estrategias que tratan de resolver este problema, entre las que cabe
destacar el algoritmo Gene Shaving [114]. Este algoritmo se ha convertido
en uno de los mds utilizados para el andlisis de datos de expresién. La prin-
cipal ventaja que presenta consiste en que, no sélo busca genes con patro-
nes de expresion similares, sino que trata también de maximizar la varianza
entre condiciones experimentales. Por tanto, los resultados muestran genes
que presentan comportamientos muy diferentes a lo largo de las distintas
condiciones experimentales, ignorando aquellos genes que no participan en
procesos activos, asi como aquellos que participan en procesos activos perma-
nentemente. De esta forma, los clisters obtenidos con esta técnica son muy
utiles para identificar los distintos tipos de muestras y procesos bioldgicos
que producen estas diferencias.

Los algoritmos de clustering difuso han recibido también una especial
atencién en este campo, dada su capacidad de asignar un gen a distintos
clusters con diferentes grados de pertenencia, permitiendo asi superar el pro-
blema de la “exclusividad” que se planteaba anteriormente. De esta forma,
han surgido métodos como el k-medias difuso [77], versiones difusas de las
redes SOM (del inglés Self Organized Maps) [190], familias de algoritmos de
clustering basados en mezclas de modelos gausianos (GMM) [205], etc.

Sin embargo, en la matriz de expresiéon pueden aparecer decenas de con-
diciones experimentales heterogéneas, lo que hace que buscar genes que se
comporten de forma similar para todas ellas no tenga sentido. Es mds, proba-
blemente se obtengan patrones de expresion carentes de interés y se pierdan
los mas relevantes. Asi, los algoritmos de Biclustering han resultado ser una
herramienta apropiada para solventar esta limitaciéon [112], ya que permiten

identificar grupos de genes co-expresados bajo un subconjunto de muestras
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(y no necesariamente todas).

Biclustering

Sean F = {1,..,n} y C = {1,...,m} los conjuntos de filas y columnas de
una matriz de expresién A, ,,. Un bicltster B se define como una submatriz
B =A;;,deA
criterio. Encontrar los biclisters de tamafio maximo en una matriz es un

axm» CUyos valores se interrelacionan de acuerdo a un cierto
problema NP-completo [195], por lo que la mayoria de los algoritmos de
biclustering utilizan enfoques heuristicos [167].

El concepto de bicluaster fue propuesto por Hartigan en 1975 [112] y apli-
cado por primera vez al analisis de microarrays por Cheng y Church [60].
Desde entonces, se han desarrollado una gran cantidad de propuestas (un
listado mas extenso puede encontrarse en [167]). Yang y Wang propusie-
ron el 6-cluster [287], el p — &-cluster [286] y FLOC [285]. Otros métodos
(SAMBA [246], Kluger et al. [149], Cano et al. [48]) modelan la matriz de
expresion como un grafo bipartito cuyas dos partes se corresponden con los
genes y las condiciones respectivamente, y tratan de dividir el grafo median-
te el uso de técnicas estadisticas [246] o espectrales [149, 48]. Lazzeroni y
Owen [153] introdujeron el concepto de modelo PLAID, donde la matriz se
describe como la suma de diferentes capas que corresponden a los biclusters.
Algunos otros métodos intentan mejorar este modelo [260, 261]. Liu y Wang
[161] disefiaron un algoritmo de tiempo polinomial para encontrar biclus-
ters cuadrados 6ptimos con un grado de similitud mdximo. Aguilar y Divina
[9] propusieron un algoritmo genético para identificar biclusters coherentes
no solapados con maxima varianza entre condiciones. En este caso definen
una medida de ajuste combinando el residuo cuadrado medio (MSR) [60] y

la varianza entre filas del bicltster candidato.

2.2.3 Reglas de asociacion

En 1993 Agrawal propuso un algoritmo para la extraccion de reglas de aso-
ciacion de grandes bases de datos [8]. La aplicacion inicial de los analisis de

asociacion consistia en el estudio de relaciones ocultas en las llamadas bases
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de datos de supermercado (en inglés, market basket databases). Estas bases
de datos contienen informacién acerca de los productos que adquieren los
clientes en cada compra. De esta forma, una base de datos de supermercado
consiste en un conjunto de transacciones, cada una de las cuales contiene los
items adquiridos en esa transaccion (Tabla 2.6). El objetivo que se pretende
al llevar a cabo un andlisis de asociacién sobre este tipo de bases de datos es
obtener relaciones de la forma:

{Leche} — {Mantequilla}

En esto consiste basicamente una regla de asociaciéon y representa la ex-
presién: los clientes que compran leche también compran mantequilla. Este
tipo de informacién puede ser de gran interés para un supermercado ya que,
por ejemplo, se puede conseguir un incremento en las ventas simplemente

colocando ciertos productos juntos en los expositores.

Tabla 2.6: Ejemplo de una base de datos de supermercado.

ID Transaccion Items
1 Pan, Leche, Mantequilla
2 Cerveza, Huevos, Leche, Mantequilla, Fruta
3 Leche, Mantequilla

Las reglas de asociacion se han aplicado con éxito en muchas otras areas
tales como web mining, publicidad, Bioinformadtica, etc. Desde que se pro-
pusieron por primera vez en 1993, la extraccion de reglas de asociacién se
ha convertido en una de las principales técnicas para la extracciéon de conoci-
miento de bases de datos (KDD, del inglés Knowledge Discovery in Databases).

Reglas de asociacion: definicion formal

Sea I = {xy,X,,...,Xx,} un conjunto de pares atributo-valor o items. Sea D

una base de datos transaccional, en la que cada transaccién es un conjunto
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de items T C I. Una regla de asociacion es una expresion de la formaX — Y,
donde X e Y son conjuntos de items (o itemsets) tales que X NY = {0}.
Al itemset X se le denomina antecedente de la regla, mientras que a Y se
le denomina consecuente. Una regla de asociacion como esta indica que si
X ocurre, entonces es probable que también ocurra Y. A la probabilidad de
que ocurra Y dado que ha ocurrido X se le llama confianza de la regla. A la
probabilidad de que ocurran X e Y conjuntamente se le denomina soporte
de la regla. Asi, el objetivo de los algoritmos clasicos de mineria de reglas
de asociacién, consiste en extraer todas las reglas con soporte y confianza
mayores que ciertos umbrales fijados por el usuario.

Se dice que una transaccién T soporta un itemset X C I,siX C T, es decir,
T contiene todos los items de X. De esta forma, el soporte de un itemset X se
calcula como el porcentaje de transacciones en la base de datos que soportan
X, o, en otras palabras, el soporte de un itemset X indica la probabilidad de
encontrar dicho itemset en la base de datos. Por lo tanto, el soporte de una

regla X — Y se puede calcular como:

sop(X - Y)=sop(XUY),
mientras que la confianza se define como:
sop(X - Y)

sop(X)
Finalmente, se dice que un itemset X es frecuente si su soporte es mayor

conf(X -»Y)=

que el umbral establecido por el usuario.

Por ejemplo, considérese la informacion de la Tabla 2.7, la cual contiene
datos estructurales de un conjunto de genes de la levadura. Esta tabla se
puede transformar facilmente en una tabla transaccional en la que cada fila
representa una transaccién, y los atributos de cada columna forman los items

de la transaccién (Tabla 2.8). Sea el siguiente itemset Z:

Z = {(Longitud gen = Medio),(Longitud intergenico = Medio),

(Orientacion gen = Tandem)}
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Este itemset estd soportado por las transacciones (genes) YALOI11W, YA-
LO12W y YALO15C. Hay 13 transacciones en total, por lo que sop(Z) =
3/13 =0,231. Considérese ahora la regla de asociacion:

R={(Longitud gen = Medio),(Longitud intergenico = Medio)} —
— {(Orientacion gen = Tandem)}

El soporte de R viene dado por:

sop(R) =sop(Z) = 0,231,

y la confianza se puede calcular como:

conf(R) = sop(R)
(Longitud gen = Medio),
SoP ({ (Longitud intergenico = Medio) })
(3/13) Jpa
(4/13)

En resumen, el proceso de mineria de reglas de asociacién se divide por

lo general en dos fases:
e Encontrar el conjunto de itemsets frecuentes. La mayoria de las investi-

gaciones se han centrado en esta etapa, ya que es la fase mas costosa en
términos computacionales. Implica la busqueda de itemsets frecuentes
entre todas las combinaciones que se puedan formar con los items de
la tabla de datos, es decir, cada combinacién posible de los items de I
(Figura 2.15). Por lo tanto, hay 2/l combinaciones de items posibles, y
dado que |I| suele ser grande, la aplicacion de técnicas de exploracién

simples no es factible.

e Obtener, a partir del conjunto de itemsets frecuentes, las reglas de aso-
ciacién con confianza mayor que el umbral especificado por el usuario.
Normalmente se genera un ingente numero de reglas, muchas de ellas
proporcionando informacidn trivial o redundante. En este sentido, el
modelo soporte/confianza ha demostrado ser insuficiente y, debido a
esto, se han propuesto medidas de interés adicionales para reglas de

asociacion.
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Tabla 2.7: Ejemplo de tabla de datos.

Gen Longitud || Longitud del Orientacién
del gen intergénico

YALOO8SW Corto Corto Tandem
YALOO3W Corto Largo Divergente
YALO18C Medio Largo Divergente
YALOO2W Largo Largo Tandem
YALOOOW Medio Corto Divergente
YALO10C Medio Corto Divergente
YALO11W Medio Medio Tandem
YALO12W Medio Medio Tandem
YALO13W Medio Medio Divergente
YALO15C Medio Medio Tandem
YALO17W Largo Largo Divergente
YALO19W Largo Corto Tandem
YALO21C Largo Medio Tandem

Tabla 2.8: Ejemplo de tabla transaccional.

ID Transaccion Items

Longitud gen=Lar go, Longitud intergenico=Largo

YALOO2W { Longitud g go, Long g go,
Orientacion=Tandem}

Longitud gen=Corto, Longitud intergenico=Largo,

yaroosw || L tonsiude & & &
Orientacion=Divergente}

Longitud gen=Corto, Longitud intergenico=Lar go,

yaroogw || { Fonsiudse & & &

Orientacion=Tandem}
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0

{1} {2} {3} 4}

{1,2} {1,3} {1,4} {2,3} {2,4} {3, 4}

1,2,3} 1,2, 4} 1,3, 4} (2,3, 4}

{1,2,3,4}

Figura 2.15: Ejemplo de espacio de busqueda para cuatro items (numerados
del 1 al 4)

Algoritmos de extraccion de reglas de asociacion

Se han propuesto un gran numero de algoritmos para la extraccién de re-
glas de asociacion. Sin embargo, hasta el momento no existe ninguna im-
plementacion cuyo rendimiento mejore el resto de implementaciones sobre
cualquier base de datos y con cualquier umbral de soporte [101].

Los algoritmos cldsicos de mineria de reglas de asociacion se pueden divi-
dir en dos grandes categorias que se corresponden con dos estrategias prin-
cipales para la busqueda de itemsets frecuentes: generacion de candidatos y
crecimiento de patrones ( candidate generation y pattern growth en inglés).
La mayoria de los algoritmos cldsicos son del tipo generacién de candidatos
[8, 292, 123]. Este tipo de algoritmos genera conjuntos de itemsets candida-
tos que son posteriormente validados segun las restricciones impuestas (por
ejemplo, soporte > umbral soporte_minimo). De este modo, la genera-
cién de nuevos itemsets candidatos se basa en un conjunto de itemsets pre-
viamente validados. Los principales algoritmos de este tipo son los populares
Apriori y Eclat [8, 292].
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Al contrario que los algoritmos de generacién de candidatos, los méto-
dos de crecimiento de patrones evitan generar estos candidatos intermedios
mediante la construccion de estructuras de datos complejas, en las que alma-
cenan de forma comprimida la informacion del conjunto de datos original.
Una vez generada la estructura de datos, y siempre y cuando ésta quepa en
memoria, no son necesarios mas accesos a la base de datos. Se han propues-
to varios algoritmos de este tipo, siendo el mas conocido el Frequent-Pattern
Growth (FP-Growth) [109, 196].

Las subdivisiones dentro de cada clase (generacién de candidatos y cre-
cimiento de patrones), se basan en la estrategia seguida por los algoritmos
correspondientes para recorrer el espacio de busqueda (primero en profun-
didad o primero en anchura) y en las diferentes estructuras de datos que
utilizan (hash-trees, enumeration-set trees, prefix trees, FP-trees, H-struct,
etc.).

Ademads de todo esto, se ha propuesto también otro tipo de algoritmos
derivados de los clésicos. El objetivo de este otro tipo de algoritmos consiste
en generar un conjunto resumido de reglas a partir del cual se pueda obtener
el conjunto completo, optimizando asi el proceso de busqueda de itemsets
validos. El conjunto de reglas resultante es por lo tanto mds pequefio que
el conjunto completo, facilitindose de esta forma la interpretacion de las
mismas [191, 26, 46, 44].

Como resumen se puede concretar que se han propuesto una gran canti-
dad de algoritmos de extraccion de reglas de asociacion, siendo los principa-
les Apriori, Eclat y FP-growth. En general, muchas de las implementaciones
que se han propuesto después de estos se basan en Apriori y FP-growth. De
hecho, Apriori es el algoritmo mds conocido y el que normalmente se usa
cuando se aplican las reglas de asociacién en algun campo. Se han desarro-
llado muchas mejoras de este algoritmo, siendo las mas eficientes las des-
critas en las referencias [39, 36]. Informaciéon mas amplia y detallada de
algoritmos de extraccién de reglas de asociacion puede encontrarse en las
referencias [57, 245].
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Medidas de interés de reglas de asociacion

Como ya se ha comentado, se suele generar un ingente numero de reglas,
muchas de ellas proporcionando informacién trivial o redundante. El mo-
delo de soporte/confianza ha demostrado ser insuficiente para tratar este
problema. De este modo, se han propuesto estrategias y medidas de interés
adicionales para mejorar la interpretabilidad del conjunto de reglas resultan-
te. Sin embargo, el grado de interés de un patrén se confunde normalmente
con el grado de precision del mismo, de tal forma que la mayoria de la bi-
bliografia se centra en maximizar la precisiéon de los patrones descubiertos,
ignorando otros criterios de calidad igualmente importantes. De hecho, en
la préctica, la correlacién entre precisién e interés no esta tan evidente. Por
ejemplo, la afirmacién “los hombres no dan a luz” es altamente precisa pero
nada interesante [91]. De este modo, no hay un convenio extendido respecto
a la definicién formal del interés de una regla. Geng et al. [97] definieron el
grado de interés de un patrén como un compendio de diferentes conceptos
tales como concision, cobertura, fiabilidad, peculiaridad, diversidad, novedad,
sorpresa, utilidad y accionabilidad.

Las medidas de interés se pueden dividir en dos clases: objetivas y sub-
jetivas. Las primeras se basan exclusivamente en los datos mientras que las
medidas subjetivas tienen en cuenta no sélo los datos sino también el conoci-
miento del usuario. La mayoria de las medidas objetivas se basan en medidas
de probabilidad, siendo funciones de la tabla de contingencia (Tabla 2.9). El
soporte y la confianza son ejemplos de este tipo de medidas. Con el objetivo
de destacar las ventajas e inconvenientes de cada medida, se han propuesto
diferentes propiedades que podrian ser deseables. Por ejemplo, Piatetsky-
Shapiro planted las siguientes tres propiedades para una medida F y una
regla X — Y [199]:

e F =05siX eY son estadisticamente independientes, es decir sop(XY) =

sop(X)-sop(Y),

e F crece de forma mondétona con sop(XY ) cuando sop(X) y sop(Y) per-

manecen fijos,
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Tabla 2.9: Tabla de contingencia para laregla X — Y.

Y -Y
X | n(XY) n(X-Y) n(X)
-X | n(=XY) | n(=~(XY)) | n(—X)
n(y) n(—Y) N

e F decrece de forma mondétona con sop(X) (o sop(Y)) cuando sop(XY)
y sop(Y) (o sop(X)) permanecen fijos.

El soporte y la confianza, por ejemplo, no cumplen estas tres propiedades,
mientras que otras medidas tales como los factores de certeza o la medida de
Klosgen si las cumplen [30, 148]. En la bibliografia se pueden encontrar otras
propiedades adicionales, algunas de las cuales pueden o no ser deseadas por
los usuarios [245, 157, 97]. Dado que se han definido una gran cantidad de
medidas objetivas y que no existe ninguna mejor que el resto en todas las
situaciones posibles, se han desarrollado también diferentes estrategias para
seleccionar las medidas méas adecuadas en cada caso. Algunas de las mas
relevantes se pueden encontrar en las referencias [245, 157, 265].

Al contrario que las medidas objetivas, las subjetivas tienen en cuenta no
sélo la informacién de los datos, sino también el conocimiento del usuario.
De este modo, se han planteado diferentes enfoques para integrar la infor-
macién que proporciona el usuario [97]:

e El usuario proporciona una especificacion formal de su conocimiento

(por ejemplo, mediante predicados 1égicos de primer orden) y basan-
dose en esta informacion el sistema selecciona los patrones inesperados

que mostrara al usuario.

e El usuario selecciona interactivamente conjuntos de patrones no intere-

santes para eliminarlos.

e El usuario especifica ciertas restricciones que permitiran reducir el es-
pacio de busqueda y el nimero de patrones obtenidos.
Ademas de éstas se han propuesto también otras estrategias. Por ejemplo,

Berzal et al. definieron el concepto de reglas muy fuertes [30]. Una regla X —
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Y se dice muy fuerte si su soporte y factor de certeza son mayores que los
especificados por el usuario y, ademas, si el soporte y el factor de certeza de
la regla =Y — =X son también mayores que los correspondientes umbrales.
La idea subyacente es que esta ultima regla proporciona una informacién
equivalente a la primera. Se han propuesto otros muchos otros enfoques para
reducir el numero de reglas basdndose en la redundancia de las mismas, una

descripcion de los principales se puede encontrar en la referencia [57].

Reglas de asociacion difusas

Los algoritmos cldsicos de extraccién de reglas de asociacion, dividen los
dominios continuos en intervalos crisp para poder manejar las variables co-
rrespondientes. Por ejemplo, considérense los datos de la Tabla 2.10. Los
atributos Longitud gen y Longitud intergénico son continuos y, por tanto, no
es factible buscar directamente itemsets frecuentes que contengan estos atri-
butos. Es necesario un paso previo de preprocesamiento para discretizar el
dominio, o, en otras palabras, dividir el dominio en intervalos. Una vez lleva-
da a cabo la discretizacion, cada valor continuo se reemplaza por el intervalo
al que pertenece. En la bibliografia se pueden encontrar diversas propues-
tas para llevar a cabo la discretizaciéon automadtica de los dominios continuos
[237, 175].

Sin embargo, al dividir un dominio continuo en intervalos que cubren
ciertos rangos de valores surge el “problema del limite brusco” (del inglés,
the sharp boundary problem). Los elementos que se encuentren cerca de los
limites de los intervalos serdn ignorados o excesivamente considerados de-
pendiendo del caso. Por ejemplo, reglas como “Si la longitud del gen esta
en el intervalo [1541,14733], entonces el contenido en G+C tiende a estar
en el intervalo [0,26,0,38]” y “Los genes largos tienden a tener bajo conte-
nido en G+C” pueden ser ambas interesantes dependiendo de la situacién.
La primera es mas especifica, mientras que la segunda es mds general en su
expresion semdntica. Sin embargo, la primera presenta el antes mencionado
problema del limite brusco, es decir, genes de 1540 pb 6 con 0,259 de con-
tenido en G4C no serdn considerados. Por el contrario, la segunda regla es

mas flexible, pudiendo reflejar estos casos limite [58]. Es mas, la teoria de
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Tabla 2.10: Ejemplo de tabla de datos con variables continuas.

Gen Longitud || Longitud del Orientacién
del gen intergénico

YALOOSW 492 280 Tandem
YALOO3W 1290 742 Divergente
YALO18C 885 683 Divergente
YALOO2W 2217 546 Tandem
YALOO9W 4299 188 Divergente
YALO10C 1965 188 Divergente
YALO11W 1107 215 Tandem
YALO12W 918 268 Tandem
YALO13W 471 250 Divergente
YALO15C 2634 250 Tandem
YALO17W 330 149 Divergente
YALO19W 393 683 Tandem
YALO21C 1215 99 Tandem

conjuntos difusos ha demostrado ser una metodologia superior para mejorar
la interpretabilidad de estos intervalos, debido a que modelan los conceptos
de un modo mas acorde a cémo los humanos expresamos el conocimiento
[75]. De este modo, en el caso difuso, los dominios continuos se “fuzzifican”
definiendo sobre ellos conjuntos difusos (Figura 2.16). Por tanto, las reglas
de asociacion difusas son también expresiones de la forma X — Y, pero en
este caso, X e Y son conjuntos de pares atributo-valor difusos.

La forma tradicional de definir los conjuntos difusos consiste en consultar
a un experto del dominio, el cual determina cdmo deben ser las funciones de
pertenencia. Sin embargo, esto requiere acceso al conocimiento del dominio,
lo que en muchos casos es dificil o incluso imposible de conseguir. Asi, se
han propuesto diversos enfoques para definir automéaticamente los conjuntos
difusos: basados en clustering [62, 106, 93], en algoritmos genéticos [13] y
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CORTO MEDIO LARGO

Grado de pertenencia
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Figura 2.16: Ejemplo de divisiones crisp y difusas.

otros muchos. Aunque estas estrategias son ttiles en ciertos casos, hay que
considerarlas con cautela, ya que los conjuntos difusos obtenidos podrian
ser dificiles de interpretar, es decir, podria resultar dificil asociarlos a una
etiqueta (por ejemplo: alto, bajo, largo, etc.).

Al evaluar el interés de una regla de asociacién difusa, el procedimiento
usual consiste en utilizar adaptaciones difusas del soporte y la confianza. Asi,
se han planteado diversas generalizaciones de estas dos medidas [81]. A la
hora de realizar los calculos, se suelen reemplazar las operaciones clasicas
de conjuntos por las correspondientes operaciones de conjuntos difusos. De
este modo, dada una base de datos transaccional D, el grado de pertenencia
de una transaccién t € D a un itemset difuso X se calcula como X(t) =
®yx.exXi(t), donde ® representa una t-norma [83]. Por ejemplo, considérese

el itemset:

X = {(Longitud gen = Largo),(Longitud intergenico = Corto)}

y la transaccion:

YALO10C = {(Longitud gen = 1965),(Longitud intergenico = 188),

(Orientacion gen = Divergente)}
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Supodngase que el grado de pertenencia de 1965 al item difuso Longitud gen =
Largo es 0,6,y que la pertenencia de 188 al item difuso Longitud intergenico =
Corto es 1. Considérese también que la t-norma escogida es el minimo. En-
tonces, el grado de pertenencia de la transaccion YALO10C al itemset difuso

X viene dado por:

X(YAL010C) = min(0,6,1) = 0,6

Asi pues, teniendo en cuenta todo lo anterior, el soporte difuso de un
itemset X se suele calcular como:

Supp(X) = Y _[®x,exX;(1)]

teD
Es decir, como la suma de los grados de pertenencia de las transacciones
de la base de datos al itemset X. Finalmente, el soporte difuso y la confianza

de una regla X — Y vienen dados por:

Supp(X —>Y) = > X()®Y(t),

teD

Dep X(O®Y (1)
ZteDX(t)

Aunque la mayoria de las propuestas difusas se basan en las extensiones

Conf(X »Y)

que se acaban de describir, también se pueden encontrar en la bibliografia
algunos otros enfoques [75, 81, 100].

Finalmente, es importante comentar que no se le ha prestado gran aten-
cién al desarrollo de algoritmos de extraccidn de reglas de asociacion difusas,
probablemente debido a que por lo general se pueden adaptar los algoritmos
clasicos crisp para el tratamiento de conjuntos difusos [81, 76]. La primera
propuesta de mineria de reglas de asociacién difusas fue descrita por Lee et
al. [154]. Los autores presentaron un enfoque sencillo en el que se fijaba
un umbral para transformar las transacciones difusas en transacciones crisp,
ejecutando posteriormente un algoritmo clasico de extraccion de reglas de
asociacién sobre las nuevas transacciones. Posteriormente, otro autores pre-

sentaron algoritmos para la extraccién de reglas de asociacién difusas tales
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como F-APACS y FARM [20, 21], extensiones del algoritmo Equi-depth (EDP)
[296] y otros métodos que siguen la filosofia Apriori [106, 117]. Un listado
detallado puede encontrarse en la referencia [75].

Aplicaciones previas de las reglas de asociacion al analisis de datos
genomicos

Como ya se ha comentado, las técnicas de extraccién de reglas de asocia-
cién se han aplicado en numerosas ocasiones en Bioinformatica. Por ejemplo,
Thierry-Mieg y Trilling [250] y Oyama et al. [188] describen la utilizacién
de las reglas de asociacion para obtener relaciones entre las interacciones de
proteinas y las caracteristicas de las proteinas implicadas en estas interaccio-

nes. La idea basica de estos trabajos es simple:

e En la tabla sobre la que se aplica la extraccidn de reglas aparecen dos
filas por cada interaccién: una para la interacciéon protA-protB y otra

para protB-protA,

e En las columnas se colocan las caracteristicas de las proteinas, de modo
que en la primera mitad de las columnas se sittian las caracteristicas de
una de las proteinas de la interaccidon, mientras que la segunda mitad

de las columnas se reserva para las caracteristicas de la otra.

Con las reglas de asociacion obtenidas de una tabla de este tipo, se consi-
gue relacionar unas caracteristicas con otras, en funcién de las interacciones
que se producen entre las proteinas.

En otro ejemplo de aplicacion de las reglas de asociacién en Bioinfor-
madtica, A. Rodriguez et al. [208] utilizan un algoritmo Apriori modificado
para fijar relaciones entre secuencias de proteinas y sus caracteristicas. La
mejora del algoritmo Apriori propuesta en este trabajo, consiste basicamente
en la eliminacién de transacciones e items durante el proceso de biisqueda
conforme dejan de ser necesarios, de forma que se aumenta la eficiencia del
algoritmo.

Bebek et al. [27] integran datos de expresion, diversas bases de datos
bioldgicas (Gene Ontology [18, 3] y Kyoto Encyclopedia of Genes and Genomes

6 KEGG [144]) y reglas de asociacion para inferir caminos de sefializacion
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entre dos proteinas dadas. En primer lugar, generan un grafo cuyos nodos re-
presentan genes y cuyos arcos enlazan pares de genes que presentan perfiles
de expresion similares. Dadas dos proteinas, el sistema busca todos los po-
sibles caminos que conectan los dos genes correspondientes. Con el objetivo
de filtrar el conjunto de posibles caminos entre los dos genes, la biisqueda se
guia mediante un conjunto de reglas de asociacién que relacionan términos
GO. Estas reglas representan asociaciones entre anotaciones GO de proteinas
que se sabe participan en el mismo camino.

Las reglas de asociacidn se han utilizado también en algunos casos para
mapear las anotaciones de distintas bases de datos. Por ejemplo, Yu et al.
[289] desarrollaron PIPA, un sistema para inferir funciones de proteinas. La
aplicacién anota la funcién de las proteinas combinando los resultados de
multiples programas y bases de datos, tales como InterPro, The Conserved
Domain Database y otras. En este caso, se utiliza la extraccién de reglas de
asociacion para mapear automaticamente los diferentes esquemas de clasi-
ficacién de cada programa/base de datos a términos GO. Otro ejemplo de
este tipo es el trabajo de Tveit et al. [264], en el que las reglas de asocia-
cién se obtienen para encontrar asociaciones entre términos del The Medical
Subject Headings thesaurus (MeSH [4]) y términos GO. En el mismo articulo,
sin embargo, se proponen otras dos metodologias que parecen dar mejores
resultados que las reglas de asociacién.

En otras ocasiones, el objetivo ultimo no son las reglas de asociacién en si,
sino el conjunto de itemsets. Por ejemplo, en el trabajo reciente de Carmona-
Saez [51], el sistema obtiene itemsets estadisticamente sobre-representados
en un conjunto de anotaciones de un grupo de genes. Las anotaciones se
pueden obtener de diferentes fuentes, tales como GO o KEGG. Klema [146]
también trata de obtener conjuntos de itemsets interesantes integrando text-
mining, similitud funcional obtenida de anotaciones GO y datos de expresion.

Ademas de todas las aplicaciones descritas hasta el momento, las reglas
de asociacion se han utilizado también con éxito en el andlisis de micro-
arrays. Asi, aparecen dos enfoques diferentes (aunque complementarios) pa-
ra extraer informacién de una matriz de expresién mediante reglas de aso-

ciacion:
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e Obtener reglas que relacionen los niveles de expresién con cualquier

otro tipo de condicién/anotacién bioldgica de interés.

e Obtener reglas que describan cémo la expresién de uno o mas genes se

asocia con la expresion de otro conjunto de genes.

Reglas de asociacion que relacionan los niveles de expresion con otras
caracteristicas

Varios autores han seguido esta idea, siendo el trabajo de Creighton y
Hanash [70] uno de los mas conocidos en este campo. Este trabajo presen-
ta una versién del algoritmo Apriori para extraer reglas de asociacion de
una matriz de expresion. En esta matriz las filas representan diferentes con-
diciones experimentales, las columnas genes y cada elemento de la matriz
indica el estado del gen para esa condicién: sub-expresado, sobre-expresado
o no-modificado. Ademas de la informacién proporcionada por la matriz de
expresion génica, incluyen otra informacién adicional como ampliacién de
dicha matriz, con otras columnas que aportan informacién acerca de las con-
diciones experimentales. Asi por ejemplo, si las distintas condiciones experi-
mentales fueran personas diferentes, una columna nueva podria ser la edad
de esas personas. De esta forma, los items entre los que se buscan relaciones
de asociacion tendrian el siguiente aspecto: {GenA = sobre_expresado},
{Edad > 60 = si}, etc. Para limitar la cantidad de reglas obtenidas, los
autores reducen la biisqueda a aquellas que tienen un tnico item en el ante-
cedente o en el consecuente.

En esta misma linea, Carmona-Saez et al. [52] extraen reglas de asocia-
cién de un conjunto en el que combinan datos de expresion y términos GO. Al
igual que en el trabajo anterior, los autores consideran tres posibles valores
para los niveles de expresion de los genes: sub-expresados, sobre-expresados
o no-modificados. La matriz de expresion estd construida de forma que apa-
rece una fila por cada gen y una columna por cada condicidon experimental.
Ademads, afiaden otra columna en la que se incluyen ciertas caracteristicas de
los genes obtenidas a partir de la Gene Ontology (GO).

Para la extraccion de las reglas, Carmona-Saez et al. [52] implementan

el algoritmo Apriori modificado segin se propone en la referencia [208]. De
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las reglas obtenidas se seleccionan solamente aquellas que tienen un término
GO en el antecedente y varios items en el consecuente representando esta-
dos de expresién de diferentes genes. Para reducir aiin mds el numero de
reglas, eliminan aquellas que consideran redundantes. Finalmente, calculan
un p-valor para cada regla que viene dado por un test y2, calculado bajo la
hipétesis nula de que el antecedente y el consecuente son estadisticamente
independientes. Es decir, los autores hacen uso del test y? para asegurar la
correlacion entre el antecedente y el consecuente de las reglas.

Una aplicacién similar fue desarrollada por Martinez et al. [170]. En este
trabajo los autores describen GenMiner, una herramienta que facilita la ex-
traccién de reglas de asociacion en una tabla de datos que integra niveles de
expresion génica, anotaciones y cualquier otra condicién biolégica. En la ta-
bla se incluyen anotaciones de distintas bases de datos, tales como términos
GO, anotaciones KEGG, anotaciones bibliograficas, etc. GenMiner se basa en
el modelo soporte-confianza e implementa una versién del algoritmo Clo-
se [191]. Los autores explican que los datos que procesa GenMiner estan
altamente relacionados y que, por lo tanto, el algoritmo Apriori consume
demasiado tiempo y memoria. Ademads, segin comentan, Apriori generaria
demasiadas reglas, muchas de ellas redundantes. Los autores sostienen que
Close es un algoritmo disefiado especificamente para tratar este tipo de da-
tos. Finalmente, al contrario de lo que se describe en el trabajo de Carmona-
Saez et al. [52], los autores no fijan ningtn tipo de plantilla para filtrar el
conjunto de reglas resultante, sino que permiten que se generen todas las re-
glas, independientemente de los atributos que aparezcan en el antecedente
y el consecuente, ya que consideran que todas las reglas proporcionan infor-

macion relevante para el experto.

Reglas de asociacion que relacionan genes y sus niveles de expresion
Esta estrategia busca asociaciones de la forma:

{GenA = expresionA, GenB = expresionB, ...} —

{GenC = expresionC,GenD = expresionD, ...},
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donde expresionA, expresionB, etc., son valores discretos de expresién que re-
pesentan etiquetas lingiiisticas tales como sobre_expresado, sub_expresado, o
no_modificado. En otros casos lo que se pretende capturar es la tendencia del
nivel de expresion entre muestras y, por tanto, expresionA, expresionB, etc.,
representan el incremento o decremento del nivel de expresion entre mues-
tras. Esto dltimo se puede conseguir simplemente sustituyendo los valores
originales de cada muestra por las diferencias de valores entre muestras. Co-
mo ejemplo, véanse las Tablas 2.11 y 2.12.

Tabla 2.11: Ejemplo de matriz de expresion.

Tiempo GenA GenB

Tiempol exprAl exprB1

Tiempo2 exprA2 exprB2

Tiempo3 exprA3 exprB3

Tiempo4 exprA4 exprB4

Tiempoi exprAi exprBi

Tiempoi+1 || exprAi+1 || exprBi+1

El trabajo de Ponzoni et al. [202] se puede enmarcar en este tipo de

enfoque. Los autores obtienen un conjunto de reglas de la forma:

{GenA=+/-} - {GenB =+/-},

que representan uno de los tres tipos siguientes de asociacién:
e Simultanea: el nivel de expresion del GenB en el tiempo i depende del
nivel de expresién del GenA en ese mismo instante de tiempo.

e Retrasada: el nivel de expresion del GenB en el tiempo i depende del
nivel de expresién del GenA en el tiempo i — 1.

e Basada en el cambio: cuando el nivel de expresidon del GenA cambia de

estado, el nivel de expresién del GenB también cambia su estado.
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Tabla 2.12: Se ha calculado la diferencia entre tiempos adyacentes de la
Tabla 2.11

Tiempo GenA GenB
Tiempo2-Tiempol exprA2-exprAl exprB2-exprB1
Tiempo3-Tiempo2 exprA3-exprA2 exprB3-exprB2
Tiempo4-Tiempo3 exprA4-exprA3 exprB4-exprB3

Tiempo(i+1)-Tiempoi || exprA(i+1)-exprAi || exprB(i+1)-exprBi

La principal novedad de la metodologia que proponen estos autores con-
siste en el calculo de umbrales adaptativos para la discretizacion de los ni-
veles de expresién. Los autores argumentan que el nivel de expresion que
requiere un genR para activar (inhibir) el genT1, no es necesariamente el
mismo que el requerido por el mismo genR para activar (inhibir) otro genT2.
Por lo tanto, proponen una metodologia para calcular umbrales especificos
de regulacién para cada par de genes.

Un trabajo similar es el de McIntosh et al. [174]. En este caso, el algo-
ritmo hace uso de una estructura de datos en forma de arbol que permite
evitar cualquier restriccidn de soporte, ya que es capaz de restringir el espa-
cio de buisqueda estimando la confianza de las reglas que estdn a punto de

generarse. Tan sélo se consideran reglas de la forma:

{GenA=expresado/no_expresado} — {GenB = expresado/no_expresado,

GenC =expresado/no_expresado,...}

Es decir, reglas con un tnico item (gen) en el antecedente y varios items
(genes) en el consecuente.

Otros trabajos que podrian ser incluidos en este apartado se pueden en-
contrar en las referencias [28, 263, 98, 118, 72].
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2.2.4 Deteccion de TFBSs

Tal y como se describié en la Seccién 2.1.4, parece ser que no existe un co-
digo de apareamiento sencillo aminodcido-base que determine la unién del
factor de transcripcién a una secuencia de ADN determinada. Sin embargo,
algunos tipos de interaccion aminodacido-base aparecen con mucha mas fre-
cuencia que otros. De esta forma, y con el objetivo de representar de forma
computacional las preferencias de unién de los TFs, surgieron los llamados
motivos de regulacion. Dado un TE, sus preferencias de unién se representan
mediante una matriz que indica, para cada posiciéon del TFBS, la afinidad
que presenta cada nucleétido. Dichas matrices se derivan normalmente de
alineamientos de los TFBSs conocidos para ese TE Aunque se han propuesto
diferentes representaciones para los motivos [186], la mas extendida consis-
te en estas matrices que recogen para cada nucleétido su frecuencia de apa-
ricion en cada posicion (PFMs, del inglés position frequency matrices), o bien
matrices de pesos que proporcionan un valor ponderado de afinidad para ca-
da posicion de la unién entre el motivo y una secuencia de ADN (PWMs, del
inglés position weighted matrices). Por ejemplo, supédngase que se ha compro-
bado experimentalmente que un TF dado se une a las siguientes secuencias
de ADN:

AATAACGGAA
AATAACGGAA
CATAACGGAA
GCTAACGGCA
TGAAACTTGG
TACAACTGAA

La PFM correspondiente se obtiene contando las ocurrencias de A, C, G y
T en cada una de las posiciones (Tabla 2.13).

La identificacién de TFBSs en un conjunto de secuencias de ADN es un
campo de investigacion muy activo. Asi, existen dos tendencias principales:
1) técnicas que identifican nuevos motivos y 2) técnicas que detectan TFBSs
a partir de motivos ya conocidos. Las primeras, tratan de encontrar patrones

de subsecuencias significativos en el conjunto de secuencias. Algunos de los
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Tabla 2.13: Ejemplo de PFM.

Posicion |A||C||G || T
1 201112
2 41110
3 1(11]/0¢(4
4 60010
5 6(0( 01O
6 061]0]0
7 001 4| 2
8 Ofo|l5]|1
9 4111110

10 5(0f1]0

métodos de este tipo mas conocidos son MEME [23], Gibbs sampling [152] y
AlignACE [125]. Un listado méas completo puede encontrarse en [73].

Por otra parte, los métodos de deteccién tratan de inferir TFBSs en se-
cuencias de ADN a partir de motivos ya conocidos. Estos métodos son los
que se utilizardn en este trabajo, dado son mds apropiados para los objetivos
que se persiguen, tal y como se vera posteriormente. Los métodos pioneros
de este tipo son Patser [119] y el propuesto por Staden [238], siendo proba-
blemente Patser el mas popular. Dada una secuencia de ADN del tamafio del
motivo en cuestion, la idea intuitiva de Patser consiste en medir cuanto se
ajusta dicha secuencia al patrén definido por la matriz del motivo. Para esto,
se calcula en primer lugar la probabilidad de que la matriz ocurriera por azar.
A continuacidn, se calcula cuanto se veria modificada esta probabilidad si se
afiadiera la secuencia en cuestion al motivo. A partir de este factor de modi-
ficacion se define una medida de ajuste, de tal forma que cuanto mayor sea
el valor de la medida, menor sera la probabilidad de que la matriz ocurra por
azar y, por tanto, mds cercana estd la secuencia de ADN al patrén descrito por

la matriz original. Otro método bastante conocido es el descrito por Sandelin
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et al. [216], en el que los autores combinan la técnica propuesta por Staden
[238] con informacién filogenética. Mds recientemente se han descrito otros
enfoques que tratan de modelar las dependencias entre posiciones del TFBS.
Por ejemplo, Tomovic y Oakeley [257] propusieron un método que incorpo-
ra en el valor de la medida final el grado de interdependencia posicional.
Otro ejemplo es el de Fatemeh et al. [89], quienes desarrollaron un método
basado en el contenido de informacién conjunta y en la informaciéon mu-
tua. En este dltimo caso, las dependencias posicionales se tienen en cuenta

considerando todas las posibles parejas de posiciones.

2.2.5 Deteccion de mdodulos de regulacion

Los factores de transcripcidn no suelen, por lo general, unirse de forma in-
dependiente al ADN. Como ya se comentd previamente (Seccién 2.1.4), los
TFBSs tienden a agruparse en los llamados médulos de regulacién (CRMs).
Se ha desarrollado una amplia variedad de técnicas para el estudio de los
CRM:s in silico, que se diferencian tanto en las estrategias que utilizan, como

en el objetivo especifico que persiguen.
De forma global, se pueden apreciar diferentes estrategias para reducir el

espacio de busqueda y mejorar la significacion de los médulos, entre las que
cabe destacar el estudio de secuencias conservadas entre especies, el agru-
pamiento de elementos reguladores cercanos y el estudio de las regiones
promotoras [267]. Muchas de las propuestas se centran en el andlisis de se-
cuencias no-codificadoras que se conservan entre especies [108, 7, 224, 34].
Estas secuencias son buenas candidatas para contener elementos regulado-
res [111]. De hecho, se ha demostrado que, en general, los TFBSs tienden
a estar mas conservados que el ADN que los rodea [177]. Por otra parte,
el agrupamiento de elementos reguladores se ha considerado también en
numerosas ocasiones [92, 142, 7, 224, 34, 176]. Se piensa que los CRMs
tienden a abarcar varios cientos de pares de bases [17], por lo que la apari-
cién de grupos de TFBSs en una pequefia zona del genoma se considera un
indicador fiable de su funcionalidad. Finalmente, el estudio de las regiones
promotoras se ha llevado a cabo también con éxito en repetidas ocasiones
[241, 224, 201, 198, 212, 24].
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Segtn el objetivo pretendido, las técnicas computacionales para la detec-
cién de CRMs se pueden dividir en las siguientes tres clases [266]: 1) mé-
todos que escanean secuencias (o genomas completos) buscando CRMs que
siguen un modelo predefinido, 2) métodos que buscan CRMs similares en un
conjunto de genes relacionados (por ejemplo co-expresados o co-regulados)
y 3) métodos que escanean secuencias (o genomas completos) buscando gru-
pos de TFBSs formados por cualquier combinacién de TFs. A continuacién se
describen algunas de las principales propuestas de cada clase. Existen otros
métodos que no aparecen descritos en las secciones siguientes pero que po-
drian incluirse en las mismas, un listado y descripcion detallada de éstos
pueden encontrase en [266, 147, 267].

Busqueda de CRMs predefinidos

El objetivo de este tipo de métodos es identificar CRMs que contengan sitios
de unién para una combinacién especifica de PWMs. Para ello, hacen uso
tanto de bibliotecas de motivos conocidos como de bibliotecas de agrupa-
mientos de TFBSs (para una combinacién de TFs especifica en la que se cen-
tra la atencién). En este apartado cabe destacar el Enhancer Element Locator
(EEL) propuesto por Hallikas et al. [108]. Este programa utiliza alineamien-
tos de TFBSs previamente inferidos en dos especies diferentes para predecir
CRMs. En primer lugar, se consideran las secuencias de las dos especies por
separado y se predicen potenciales TFBSs en ambas utilizando las PWMs.
A continuacion, los TFBSs inferidos en ambas especies se alinean mediante
el algoritmo Smith-Waterman [232]. Es decir, una vez inferidos los TFBSs a
partir de las secuencias, éstas no se vuelven a utilizar: EEL no asume que
cada TFBS esta conservado, sino que lo que tiende a mantenerse es el orden
de los sitios de union funcionales. Adicionalmente, la funcién de evaluacién
tiene en cuenta la conservacion de las distancias entre los TFBSs del CRM.
Las entradas del programa en este caso son: dos secuencias homdlogas de
ADN, el conjunto de PWMs de interés y una serie de pardmetros necesarios
para el alineamiento.

Otro método de este tipo es Cister [92]. En este caso el algoritmo requiere

proporcionar una secuencia, el conjunto de PWMs, el numero esperado de
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TFBSs en los mddulos, las distancias esperadas entre los sitios de union del
modulo y la distancia esperada entre médulos. A partir de esta informacién
el método construye un modelo oculto de Markov (HMM) con tres estados
basicos: motivo, fondo intra-modulo y fondo inter-modulo. Las probabilidades
de transicion entre estos estados siguen distribuciones geométricas de acuer-
do con los pardmetros de entrada. A partir de este HMM, se puede calcular
la probabilidad de que cada base de la secuencia de entrada fuera generada
por un estado mddulo, en contraposiciéon a que fuera generada por un estado
inter-modulo.

El programa MSCAN propuesto por Johansson et al. [142] puede enmar-
carse también en esta clase de procedimientos. Dada una secuencia y las
PWMs de interés, MSCAN evalua la significacién estadistica de combinacio-
nes TFBSs no solapados. La significacion de las combinaciones se calcula en
una ventana de tamafo fijo que se va desplazando a lo largo de dicha se-
cuencia (el tamafio de la ventana es un parametro de entrada). Cada PWM
proporcionada se compara con cada posicion de la ventana para obtener un
grado de ajuste. A partir de este grado de ajuste se calcula un p-valor, que
indica la probabilidad de obtener un valor de ajuste igual o mayor. Para una
ventana dada, MSCAN calcula valores de significaciéon para todas las com-
binaciones de TFBSs (de hasta k elementos, donde k es otro pardmetro de
entrada) y selecciona la combinacién éptima. Se proporciona una prediccién
de salida si el p-valor calculado es menor que un umbral especificado por el

usuario.

Construccion de CRMs a partir de genes relacionados

En este caso se buscan CRMs similares para un conjunto de genes co-regulados
o co-expresados. Dado este conjunto de genes, se analizan sus regiones regu-
ladoras promotoras buscando sitios de unién para una serie de TFs. A partir
de los TFBSs inferidos, construyen o seleccionan una combinacién de PWMs
de interés. Asi, estos métodos combinan el agrupamiento de los sitios de
unién con la asunciéon de que patrones de expresion similares vienen dados

por elementos de regulacion similares.
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Es de especial interés en este trabajo la propuesta de Sun et al. [241]. Es-
tos autores aplican la mineria de itemsets cerrados frecuentes para encontrar
co-ocurrencias de TFs. Mds concretamente, esta metodologia se centra en un
conjunto de genes que se saben co-expresados o co-regulados. Se seleccionan
las secuencias promotoras de dichos genes (hasta 1000pb antes del punto de
inicio de la transcripcién) y se aplica el algoritmo CHARM [291, 94], consi-
derando que cada promotor forma una transaccién y que los TFBSs corres-
pondientes son los items. La fiabilidad de los itemsets se evaliia mediante el
soporte de los mismos y mediante un p-valor calculado tal y como se describe
en la referencia [94].

Otra propuesta interesante es la de Aerts et al. [7]. Estos autores desa-
rrollaron ModuleSearcher, un programa que, dado un conjunto de genes co-
regulados y sus correspondientes secuencias, procede buscando combinacio-
nes de TFBSs en ventanas de dichas secuencias. Para cada ventana, Module-
Searcher encuentra la mejor combinacién de TFBSs mediante un algoritmo
A*. Con el objetivo de disminuir el nivel de ruido, se consideran sélo regiones
no-codificadoras conservadas entre especies. En el caso particular del traba-
jo referenciado en [7] se centran en regiones conservadas entre el genoma
humano y el de ratdn.

Sharan et al. desarrollaron CREME [224], un paquete software para iden-
tificar y visualizar CRMs en los promotores de un conjunto de genes. Los
autores parten de un conjunto de TFBSs previamente identificados y de sus
correspondientes motivos. En primer lugar, seleccionan sélo los motivos que
aparecen sobre-representados en el conjunto de promotores con respecto a
un conjunto de secuencias de fondo. En el mismo trabajo [224] se describen
distintos tests estadisticos para estimar esta sobre-representacién. Una vez
hecho esto, y mediante un algoritmo hash que se propone en dicho traba-
jo, se buscan las combinaciones de los motivos seleccionados que co-ocurren
en clusters dentro de los promotores. Dada una combinacidn, se calcula su
frecuencia esperada a partir de las ocurrencias de los motivos que la com-
ponen. La significacion estadistica de cada co-ocurrencia se mide, por tanto,
en comparacién con dicha frecuencia esperada. Finalmente, la metodologia

se aplica de nuevo tan sélo a regiones de los promotores conservadas entre
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especies. En el caso particular del trabajo referenciado en [224], los autores

consideran regiones conservadas entre el genoma humano y el de ratdn.

Busqueda de CRMs en el genoma completo

En este apartado se incluyen métodos que escanean secuencias (o0 genomas
completos), buscando grupos de sitios de unién para cualquier combinacién
de TFs. Estas técnicas no requieren ningun modelo predefinido, conjunto
determinado de PWMs o conjunto de genes de interés. Es mads, este tipo de
métodos hacen, por lo general, pocas asunciones acerca de los CRMs que
buscan, lo que los convierte, por tanto, en los métodos cuya aplicabilidad es
mads general.

En primer lugar, cabe destacar PReMod [34]. Este método se basa, de
nuevo, en la conservacion filogenética de los TFBSs pertenecientes a un CRM.
Los autores parten de 481 PWMs obtenidas de TRANSFAC [277] y de una
serie de secuencias no-codificadoras. Estas secuencias se derivaron previa-
mente del alineamiento de los genomas de humano, ratén y rata (utilizan
MULTIZ [35] para obtener estos alineamientos). En primer lugar, se conside-
ran las secuencias alineadas de cada especie independientemente, y se utiliza
una medida de probabilidad logaritmica para detectar potenciales sitios de
union para cada PWM. A continuacién, se combinan los TFBSs inferidos pa-
ra cada especie, calculando para esto una especie de media ponderada que
proporciona una “puntuacién” para los sitios de unién alineados. Seguida-
mente, se detectan regiones de hasta 2kb que aparecen significativamente
enriquecidas en hasta 5 TFs. La “puntuacién” de cada uno de estos mdédulos
se calcula a partir de las “puntuaciones” de cada sitio de unién, asignandole
ademds un p-valor a cada médulo.

Otro método interesante es el propuesto recientemente por Morgan et al.
[176]. En este caso la metodologia se aplica sobre la secuencia completa del
genoma humano. El proceso comienza detectando posibles sitios de unién en
el genoma completo para 83 PWMs obtenidas de TRANSFAC [277]. La de-
teccion de los posibles TFBSs se lleva a cabo mediante la herramienta Patser

(Seccidén 2.2.4). A continuacién, se divide la secuencia completa del genoma
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en intervalos consecutivos de 100pb. A partir de cada uno de estos interva-
los, forman una transacciéon donde los items son los TFs correspondientes.
Sobre la base de datos transaccional asi construida, aplican un algoritmo de
extraccion de reglas de asociacién, limitando las reglas obtenidas a aquellas
que presentan un sélo item en el antecedente y el consecuente. Con el objeti-
vo de evitar el solapamiento de TFBSs, dado un par de TFs Ay B, eliminan los
sitios de union de ambos TFs que aparezcan solapados, asi como los TFBSs
de otros TFs que aparezcan solapados con estos. Finalmente, la bondad de
las reglas se evalua mediante el soporte, la confianza y un p-valor calculado
a partir de la distribucion hipergeométrica.

Mas trabajos de esta clase son los referenciados en [201, 198, 212, 24].
Todos estos llevan a cabo sus andlisis sobre el genoma de la levadura, cen-
trdndose en el estudio de las regiones promotoras y combinando las co-
ocurrencias de TFs obtenidas con datos de expresion. En el primero de ellos
se limitan al estudio de combinaciones de dos TFs, analizando la influencia
de la presencia de estas combinaciones en la expresion de los genes objetivo.
Los otros tres trabajos siguen ideas similares, extendiendo el estudio a com-
binaciones de mas de dos TFs y aplicando en cada caso diferentes estrategias.
Es destacable el uso del algoritmo FPClose [104] en el trabajo de Pham et al.
[198], dado que en el Capitulo 5 se propondrad una estrategia basada en la

mineria de itemsets difusos.



CAPITULO

Reglas de asociacion para el
analisis de datos biologicos:

estudio del genoma de la levadura

3.1 Introduccion

La ingente cantidad de informacidén gendmica generada ha impulsado el
desarrollo de técnicas computacionales capaces de analizarla [143, 180, 31].
Sin embargo, no se trata sélo del volumen de informacidn creciente, sino de
los diferentes tipos de datos recopilados, las relaciones entre ellos y otras
peculiaridades de los mismos, tales como la imprecision, valores perdidos,
etc. En este capitulo se presenta una metodologia basada en reglas de aso-
ciaciéon difusas que permite evitar algunas de las principales dificultades que
presenta el andlisis de este tipo de informacién. La metodologia se aplica
sobre datos estructurales y funcionales del genoma de la levadura (Saccha-
romyces Cerevisae), obteniendo un gran nimero de asociaciones interesantes,
muchas de ellas en concordancia con investigaciones previas en este area, y
otras que podrian contribuir al entendimiento de las relaciones gendmicas

estructurales-funcionales.
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Motivacion

Hasta hace poco se ha hecho mucho hincapié en aspectos relacionados con
herramientas orientadas a la automatizacidn, prestdndose poca atencién a la
integracion de informacién de diversas fuentes. La razén pudiera estar en la
relativa simplicidad de los datos de los que se disponia. Sin embargo, con
la aparicién de las grandes masas de datos derivadas de las tecnologias de
alto rendimiento, es necesario avanzar hacia la integraciéon de los datos. No
es suficiente ya con conocer qué es un genoma: debemos entender lo que
significan sus componentes, cdmo funcionan y cémo se relacionan entre si
y con el todo. No obstante, en el momento del desarrollo de este trabajo, la
mayoria de los estudios previamente publicados s6lo tenian en cuenta una
unica fuente de datos (por ejemplo, la matriz de expresién). La aparicién
de diversas propuestas integrativas tras la publicacion de este trabajo [163,
51, 146, 170], demuestra la importancia objetiva de este tipo de analisis.
Algunas de estas propuestas se han descrito previamente en la Seccién 2.2.3.

Asi pues, no se trata sélo de un problema relacionado con el volumen
de informacién, sino también de los diferentes tipos de datos generados, en
otras palabras, de la heterogeneidad de los mismos. Estos datos pueden venir
dados en forma de ontologias, secuencias, medidas, etc. Aunque en la actua-
lidad van surgiendo trabajos que afrontan este problema, atin no existen
suficientes propuestas capaces de manejar la heterogeneidad que presenta
este tipo de datos.

Por otra parte, es bien conocido que la informacidn bioldgica tiende a
ser imprecisa y a presentar un cierto grado de incertidumbre. Como norma
general se suele hacer uso de técnicas cldsicas para el analisis de datos biold-
gicos. Sin embargo, existen otras metodologias que han demostrado ser mds
apropiadas para el tratamiento de este tipo de informacién (por ejemplo las
metodologias difusas) y cuya aplicacién no es habitual.

Lo habitual para abordar este tipo de andlisis ha sido la aplicacién de
técnicas tradicionales estadisticas al andlisis de datos biolégicos. Como ejem-
plos concretos de este tipo de trabajos véanse, en relacion con el estudio que

se lleva a cabo en este capitulo, los articulos referenciados en [168, 169, 67,



3.1. Introducciéon 79

136]. Sin embargo, la naturaleza de las técnicas estadisticas hace dificil la in-
tegracién de datos heterogéneos en el andlisis. Ademas, este tipo de técnicas

permiten estudiar tan sélo unas pocas variables simultdneamente.

Propuesta

En este capitulo se presenta una aproximacién difusa-integrativa al estudio
del genoma de la levadura mediante la extraccién de reglas de asociacion
difusas. Mas concretamente, se ha desarrollado y aplicado una versién difu-
sa del algoritmo Top-Down Frequent-Pattern Growth (TD-FP Growth) [271],
para estudiar las relaciones existentes entre diversas caracteristicas estructu-
rales y funcionales del genoma de la levadura.

Tal y como se ha comentado anteriormente, los conjuntos difusos son es-
pecialmente apropiados para modelar datos imprecisos y ruidosos, mientras
que las reglas de asociaciéon manejan con cierta facilidad datos heterogé-
neos. Por tanto, las técnicas de extraccién de reglas de asociacion difusas
son particularmente apropiadas para llevar a cabo este estudio. Ademas, al
contrario que enfoques previos que s6lo permiten estudiar un conjunto muy
limitado de variables, la extraccién de reglas de asociacién permite analizar
las relaciones entre un gran numero de variables de distinto tipo (niveles
de expresion, anotaciones de la Gene Ontology, caracteristicas estructurales,
etc.).

Se escogio el genoma de la levadura Saccharomyces cerevisae como objeto
de estudio en este trabajo, ya que la gran cantidad de investigaciones lleva-
das a cabo sobre este organismo, han generado conjuntos de datos de alta
calidad y bibliografia abundante describiendo las tendencias y patrones en la
organizacioén genética. Las propiedades Uinicas de este organismo, junto con
sus muchas aplicaciones industriales, lo han convertido en uno de los orga-
nismos favoritos para la investigacién bioldgica. Asi, el genoma de la levadu-
ra (Saccharomyces cerevisae) fue el primer genoma eucariota en secuenciarse
[82]. Desde entonces, el trabajo con este organismo ha ido abriendo paso
al resto de estudios en gendmica estructural y funcional, estableciendo un
estandar en biologia celular y molecular, y facilitando de este modo estudios

similares en otros organismos [82, 102, 55, 279].
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La mayoria de la informacién acerca del genoma de la levadura se en-
cuentra almacenada en bases de datos como la Saccharomyces Genome Data-
base (SGD [84, 6]) y la Comprehensive Yeast Genome Database (CYGD [2]).
Los datos mads recientes, resultantes de las dltimas investigaciones sobre este
organismo no han sido aun incluidos en las bases de datos y, por tanto, han
tenido que ser recopilados de la bibliografia pertinente.

Se ha desarrollado el algoritmo de extraccién de reglas de asociacion
difusas Fuzzy Top-Down Frequent-Pattern Growth (FTD-FP-Growth), para su
posterior aplicacidn sobre una base de datos en la que se integré informacién
estructural y funcional del genoma de la levadura. Entre las reglas obtenidas
se encuentran la mayoria de las tendencias previamente descritas entre estas
variables, lo que valida el método, y ademds nuevas asociaciones que po-
drian contribuir al entendimiento de las relaciones genémicas estructurales-

funcionales.

3.2 Construccion de la Base de Datos

3.2.1 Informacion estructural

La secuencia del genoma de la levadura, asi como las “anotaciones” corres-
pondientes se descargaron del servidor ftp de la SGD (version de Febrero de
2007). De esta forma, se obtuvieron las variables que se detallan a continua-

cion.

Cromosoma

Numero del cromosoma en el que se encuentra el gen. El genoma de la leva-
dura estd compuesto por 16 cromosomas y cada gen se encuentra en uno de

estos 16 cromosomas.

Longitud del gen

Numero de bases que forman el gen (incluyendo las tres bases que indican

el comienzo del gen y las tres que indican el final).
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Orientacion del gen

Segtn la hebra de ADN (Watson o Crick) en la que se encuentre el gen, éste
se leerd de izquierda a derecha 6 de derecha a izquierda. La zona junto al gen
en direccidn contraria a la direccion de lectura se denomina regién promotora
del gen. La orientacién de un gen se determina teniendo en cuenta con qué

linda la regién promotora de éste:

e Dado un gen, si su region promotora linda con la regiéon promotora de

otro gen, se dice que su orientacion es divergente (Figura 3.1).

Region promotora del
gen B

HebraWatson
5
3.

Il-‘BENEI \\._,./ll GEM &
5 ) > 5
Hebra Crick

Regidn promotora del
gen A

Figura 3.1: La direccion de las flechas que representan los genes indica
la direccién de lectura de los mismos. La orientacién del GEN A y del
GEN B es divergente.

e Dado un gen, si su regién promotora linda con el final de otro gen, se
dice que su orientacion es en tandem (Figura 3.2). La orientacion de
los genes que se encuentran en el inicio o en el final del cromosoma,
y cuya regién promotora no linda ni con una regién promotora ni con
el final de otro gen no puede ser determinada (Figura 3.3). Ademas,
hay que tener en cuenta que los cromosomas estan formados por dos
brazos separados por el centrédmero (en las figuras anteriores se ha
omitido el centrémero para mayor claridad). La orientaciéon de aquellos

genes cuya region promotora linda con el centrémero tampoco puede
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obtenerse (Figura 3.4). No se consideraron en este estudio aquellos

genes cuya orientacidon no podia ser determinada.

HebraWatson
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Figura 3.2: La orientacion del GEN A es tandem.
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Figura 3.3: La orientacién de los genes A y B no puede obtenerse.

Numero de intrones

Se refiere al numero de regiones no codificadoras que hay en el gen.

Proporciéon de G+C

Se trata de la proporcién de Guanina y Citosina que hay en el gen, es decir,
el numero de Gs y Cs que hay en la cadena dividido por el nimero de bases

que forman el gen.
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Figura 3.4: La orientacién de los genes A y B no puede obtenerse.

GC3s

Cada tres bases del gen codifican un aminodcido; a estos conjuntos de tres
bases se les denomina codones. El indice GC3s es la fraccidon de codones que
son sinénimos por su tercera posicidon y que tienen C é G en tercera posicién.
A continuacién se explica mas detalladamente con un ejemplo.

Se ilustra el cdlculo del GC3s en el siguiente gen:
GEN: ATG GTA CTG ACC TAT ATA TCA ATC TAC ACT TAA

Esta secuencia tiene 33 bases lo que significa que hay 11 codones incluido
el de inicio (ATG) y el de terminacién (TAA). A partir de la Tabla 3.1 se puede
conocer qué aminodcidos codifica cada codén (en la tabla se muestran los
codones en el ARN que lleva U en vez de T). Al total de codones se le resta
el de metionina (Met = ATG) que no tiene sinénimos, esto es, el aminoacido
metionina estd codificado por un tnico codén, ATG. Asimismo, se elimina el
cododn de terminacién. Dado que se han contabilizado 11 codones, y se han
eliminado 1 de Met +1 de Term = 2 codones, quedan 11 —2 = 9 codones. De

los que quedan, se contabilizan los que acaban en G o C (que tienen G 6 C en
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Tabla 3.1: Cdédigo genético universal

AA | Coddn || AA | Codén || AA | Codén || AA | Codén

ohe | UUU UCU [, | UAU [ T UGU
uuc | o | uuc UAC UGC
UUA uca || UUA | TER| UGA
UUG UCG UAG |[ Trp | UGG
Loy | CUU CCU || s | CAU CGU
cuc ||, | ccc cac || .o | coc
CUA ccA || CAA CGA
CUG CCG CAG CGG
AUU ACU | .. | AAU | | AGU
lle | AUC | . | ACC AAC AGC
AUA AcA | ARA [, | AGA
Met | AUG ACG YS | AAG & | AGG
GUU GCU |, | GAU GGU
vl | GUC || . | GCC GAC | o | GGC
GUA GCA |[ . | GAA GGA
GUG GCG GAG GGG
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la tercera posicién): 1 CUG, 1 ACC, 1 AUC y 1 UAC, resultando 4 codones.

La fraccién 4/9 proporciona el indice GC3s = 0'444.

Longitud del intergénico

A la region situada entre el comienzo de un gen y el gen adyacente se le

denomina intergénico del gen. La longitud del intergénico es el nimero de

bases que lo forman (Figura 3.5). No se consideraron en el andlisis aquellos

genes cuyo intergénico no es puro, es decir, se descartaron aquellos inter-

génicos que presentan en su secuencia un elemento codificador (ej. tARN,
snARN, snoARN, genes ARN, etc.).

G+C del intergénico

Tiene el mismo significado que el G+C del gen sdlo que para el intergénico,

es decir, es la proporcion de G+C que hay en el intergénico del gen.
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Figura 3.5: La figura muestra el intergénico del GEN A y B en dos situaciones
diferentes.

3.2.2 Caracteristicas funcionales

Respecto a la actividad de un gen aparecen dos caracteristicas funcionales

clave:

e Cantidad del producto final del gen presente en la célula,

e Capacidad para modificar su nivel de expresién como respuesta a con-

diciones variables.

La primera de estas dos magnitudes fue medida por Ghaemmaghami et
al. [126], quienes obtuvieron una medida bastante precisa del nimero de
moléculas protéicas por célula para el 75 % de los genes de la levadura duran-
te su crecimiento normal. La segunda magnitud fue determinada por Tirosh
et al. [256] a partir de un conjunto de perfiles de expresiéon que compren-
dia mas de 1500 condiciones experimentales, lo que les permitié medir la
respuesta de cada gen a condiciones experimentales cambiantes. A cada gen
se le asigné un grado de reaccion basado en la variabilidad de su perfil de

expresion, definido como:
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) . exprA;
Grado_reaccion(genA) = logi (—) 5
; expr_refA

L
donde:
e exprA; es el nivel de expresion del genA bajo la condicidn experimental
L
e expr_refAes el nivel de expresion del genA en la muestra de referen-
cia,
e n es el numero de condiciones experimentales.

Considérese la matriz de expresidon que se muestra en la Tabla 3.2 forma-
da por 10 genes (filas) y 5 condiciones experimentales (columnas). El grado

de reaccion del GEN3 viene dado por:

5
Grado_reaccion(GEN3) = ZGENB?:
i=1

= 0,008%+ 0,349% + (—0,212) + 0,004> + 0,031% =
= 0,168

Finalmente, relacionada con el nivel de expresién de un gen y con su gra-
do de reaccién, se encuentra la presencia (o ausencia) de la caja TATA, un
elemento conservado en el promotor de los genes que participa en la inicia-
cién de la transcripcién. Tirosh et al. [256] describieron la presencia de la
caja TATA en 585 genes de la levadura y su ausencia en 2492 genes. Asimis-
mo, seflalaron que dicha secuencia tiende a estar presente en el promotor de

genes con ciertas funciones particulares.

3.2.3 Anotaciones de la Gene Ontology

La version de la Gene Ontology de Febrero de 2007 fue descargada en for-
mato MySQL para su utilizacién en el estudio. Para cada gen se obtuvo la
lista de términos GO en los que aparecia explicita o implicitamente anotado.
Se descartaron aquellas anotaciones con cédigo de evidencia “IEA”, dado que

no representan una fuente fiable de informacién.
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Tabla 3.2: Ejemplo de matriz de expresién (cada valor es el
log,(expr/ref)).

ID GEN || COND1 || COND2 | COND3 || COND4 || CONDS5

GEN1 -1.064 -0.112 -0.340 -0.008 -1.040
GEN2 -0.844 -0.456 -0.277 0.035 -0.818
GEN3 0.008 0.349 -0.212 0.004 0.031
GEN4 1.221 -0.646 -0.032 -0.274 1.460
GENS 0.628 -0.749 -0.192 0.201 0.391
GEN6 1.470 0.839 -0.312 -0.137 1.770
GEN7 0.703 0.167 0.145 -0.035 0.774
GENS8 1.364 0.271 0.240 -0.039 1.919
GEN9 1.922 -0.064 -0.630 -0.033 1.451
GEN10 3.083 -0.352 1.873 0.089 3.577

3.2.4 Datos obtenidos de experimentos con microarrays

La replicacion del ADN, la division de los cromosomas y la mitosis, son even-
tos que definen una periodicidad fundamental en el ciclo celular eucariota.
La transicién precisa entre estos estados es critica para garantizar la inte-
gridad y la supervivencia celular. De hecho, la desregulaciéon celular des-
encadena inestabilidad gendémica [113], y se cree que juega un papel fun-
damental en la etiologia de cadnceres tanto hereditarios como esporddicos
[127, 272, 225, 280, 107]. Asi, se han observado fluctuaciones en el nivel
de mARN transcrito de diversos genes involucrados en diferentes procesos
celulares, como el control de la transcripcién [278, 184], la capacidad de
respuesta a estimulos externos [293, 183], o la localizacion celular de pro-
teinas [221]. Ademas, estudios genéticos han demostrado que la actividad
de las proteinas reguladoras del ciclo celular es necesaria para la reparacién
del ADN [189, 276, 275], la meiosis [135, 268] y el desarrollo multicelular
[103, 252, 253, 79]. Todas estas observaciones sugieren que todas las célu-

las eucariotas experimentan cambios fisiolégicos importantes durante el ciclo
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celular, y que una serie de eventos bioldgicos dependen del mantenimiento
de esta periodicidad.

Cho et al. estudiaron en el trabajo referenciado en [63] los cambios en
los niveles de expresion de 2879 genes de la levadura, durante dos ciclos
celulares completos capturados en 17 instantes de tiempo. El trabajo sefia-
lado es una referencia indiscutible después de 11 afios de su publicacion, y
los resultados siguen siendo aun un referente crucial en este campo. Asi, se
incluy6 la informacién de este conjunto de datos en nuestro estudio, para
buscar relaciones entre patrones de expresién en el ciclo celular y el resto de
caracteristicas del analisis.

Ademas del conjunto de datos anterior, se consideraron también los va-
lores de expresion obtenidos por Gasch et al. [95]. En este udltimo trabajo
los autores usaron microarrays de ADN para analizar los cambios de expre-
sion génica en células de levadura bajo diferentes condiciones ambientales
externas. Los organismos celulares requieren una serie de condiciones inter-
nas especificas para su éptimo desarrollo y funcionamiento. Asi, los distintos
organismos han desarrollado miles de estrategias diferentes para mantener
su estado interno ante variaciones de las condiciones externas. En el caso
de las levaduras por ejemplo, éstas tienen que hacer frente con frecuencia a
variaciones en el tipo y en la cantidad de nutrientes que hay en el entorno,
fluctuaciones de temperatura, osmolaridad y acidez de su entorno, asi co-
mo a la presencia variable de agentes nocivos como radiaciones o productos
quimicos téxicos. De esta forma, cuando las condiciones ambientales exter-
nas se modifican de forma repentina, la célula tiene que ajustar rdpidamente
su expresién génica para adaptarse a las nuevas condiciones. El complejo
sistema celular para detectar y responder a la variacién de las condiciones

ambientales externas es todavia ampliamente desconocido.

3.2.5 Preprocesamiento de los datos

Previo a la aplicacién del algoritmo de extraccién de reglas de asociacién
difusas fue necesario el preprocesamiento de los datos. En primer lugar, se

utilizaron algoritmos de bicluster para extraer patrones de expresién de los



3.2. Construccidn de la Base de Datos 89

datos de experimentos con microarrays. Ademas, fue necesario definir con-
juntos difusos sobre los dominios de aquellas variables cuyos dominios son
continuos. Finalmente, se realizo una seleccién de las anotaciones GO intro-

ducidas en el andlisis para mejorar la interpretabilidad de los resultados.

Extraccion de patrones de expresion de los experimentos con

microarrays

Tal y como se ha comentado anteriormente, en este estudio se ha hecho uso
de los datos de expresion generados por los trabajos de Cho et al. [63] y
Gasch et al. [95]. El primero de ellos proporcioné una matriz de expresion
compuesta por los niveles de expresion de 2879 genes en 17 instantes de
tiempo, que cubren dos ciclos celulares completos. El segundo de los trabajos
generd una matriz de expresion de 6152 genes y 172 condiciones experimen-
tales. Ambos conjuntos de datos fueron tratados de forma independiente en
este trabajo.

La mayoria de las propuestas previas para analizar datos de microarrays
mediante la extraccién de reglas de asociacién, discretizan los niveles de ex-
presién definiendo etiquetas lingtiisticas crisp tales como SOBRE-EXPRESADO
6 SUB-EXPRESADO [70, 52]. Sin embargo, esta estrategia presenta algunos
problemas: en primer lugar, es necesario determinar los umbrales que defi-
nan dichas etiquetas lingiiisticas, lo que conlleva a su vez cierta pérdida de
informacion que acompaiia a todo proceso de discretizacion. Pero ademas, y
probablemente el inconveniente méas importante, es necesario introducir una
nueva variable en el conjunto de datos por cada condicién experimental de
la matriz de expresion, es decir, 17 nuevas variables en el caso de Cho et al.
y 172 en el caso de Gasch et al. Esto significa que se generarian una ingente
cantidad de itemsets y reglas relacionando niveles de expresién, lo que difi-
cultaria en gran medida la interpretacion del conjunto de reglas resultante,
siendo realmente complicado identificar perfiles de expresion y relacionarlos
con el resto de caracteristicas.

En una primera aproximacion, se investigo el uso de algoritmos de cltste-
ring para obtener grupos de genes con perfiles de expresion similares [164].

De esta forma, tan solo una nueva variable indicando el(los) cluster(s) a los
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que pertenecia cada gen tenia que ser introducida en la tabla de datos, con
lo que se evitaba generar miles de reglas relacionando niveles de expresion.
Sin embargo, tal y como ya se ha comentado, los algoritmos de cldstering
proporcionan grupos de genes que se comportan de forma similar bajo todas
las condiciones experimentales del estudio. Dado que este hecho no repre-
senta adecuadamente la realidad, se decidié utilizar algoritmos de bicluste-
ring [167]. Mediante este tipo de técnicas se obtienen grupos (biclusters)
de genes que se comportan de forma similar bajo ciertas de las condiciones
experimentales (no necesariamente todas ellas).

Distintos algoritmos de biclistering podrian dar lugar a diferentes con-
juntos de biclusters [203, 242]. Aunque los resultados obtenidos por dos
algoritmos diferentes probablemente coincidirian en gran medida, podrian
aparecer pequefias diferencias entre los biclusters comunes, pero ademads,
podrian encontrarse biclusters con uno de los algoritmos que no se obtienen
con el otro y viceversa. Asi, con el objetivo de capturar adecuadamente los
perfiles de expresion existentes, se utilizaron dos algoritmos de biclustering
diferentes. Los dos métodos empleados en este caso fueron el Gene-&Sample
shaving y el EDA biclustering algorithm, cuyo buen rendimiento en el andlisis
de microarrays ha sido previamente demostrado [49]. El primero de los mé-
todos utiliza el célculo de componentes principales (PCA) para identificar los
biclusters, extendiendo asi el algoritmo Gene Shaving propuesto por Hastie et
al. [114]. El segundo hace uso de un tipo particular de algoritmos evolutivos
(Estimation of Distribution Algorithms, o EDAs), para identificar bicltsters en
matrices de expresién génica. Ambos algoritmos buscan bicltsters que pre-
senten amplias variaciones de niveles de expresion entre muestras. De esta
forma, los grupos obtenidos con estos métodos estan formados por genes que
presentan comportamientos muy diferentes en las distintas muestras (genes
que participen en procesos constantemente activados, asi como aquellos que
no participen en ninguno de los procesos activos son ignorados), por lo que
pueden ser muy utiles para identificar los distintos tipos de muestras y carac-

teristicas que producen estas diferencias.
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Definicion de conjuntos difusos en dominios continuos

De todas las variables descritas hasta el momento, varias de ellas toman sus
valores en dominios continuos (Tabla 4.7). En algunos casos, aunque el do-
minio de la variable no es estrictamente continuo (por ejemplo longitud del
gen, longitud del intergénico, etc.), se consideraron como tales, ya que por
ejemplo, no tiene sentido contar ocurrencias en la base de datos de genes
que presenten exactamente el mismo numero de bases. Asi, se definieron
tres conjuntos difusos en los correspondientes dominios representando las
etiquetas lingiiisticas BAJO, MEDIO y ALTO. Las definiciones se llevaron a ca-
bo utilizando los percentiles p,g, Pao, Peo ¥ Pso» Siguiendo la recomendacién
del experto, tal y como se muestra en la Figura 3.6. Asimismo, se llevaron a
cabo experimentos definiendo mds conjuntos difusos (4, 5 y 6) en cada do-
minio (Figura 3.6). Sin embargo, los resultados obtenidos no mejoraron los
conjuntos de reglas obtenidos con sélo 3 etiquetas. El uso de sélo 3 etiquetas
lingliisticas proporciona conjuntos de reglas mas claros y mejora el rendi-
miento de la metodologia, ya que se genera una menor cantidad de itemsets.
Asi, se decidi6é que no era necesaria una mayor granularidad en el andlisis y
tan sélo 3 conjuntos difusos se utilizaron finalmente. La Figura 3.7 muestra la
distribucidn de los valores sobre los que se definieron los conjuntos difusos,
asi como los valores de los percentiles p,g, P4g> Peo ¥ Pso- Las lineas verticales
rojas indican la localizacién aproximada de los percentiles 20, 40, 60 y 80.
Parte del extremo derecho de los histogramas para el grado de reaccién y la
abundancia de proteinas ha tenido que ser omitido. La Seccién omitida es
similar al extremo de las graficas que se muestran, es decir, la parte que no

se muestra presenta también pocos puntos muy dispersos

Anotaciones GO

Para cada gen es necesario incluir la lista de nodos GO en los que aparece
anotado. En este punto se pueden considerar varias estrategias:

e Incluir en la lista unicamente los términos en los que los genes estdn ex-

plicitamente anotados. Sin embargo, esta metodologia puede acarrear

diversos problemas:
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Tabla 3.3: Resumen de variables incluidas en el estudio.

VARIABLE POSIBLES VALORES
Longitud del gen A
Proporcién de G+C en el gen [0,1]
GC3s [0,1]
Longitud del intergénico zZ*
Proporcién de G+C en el intergénico [0,1]
Orientacién Divergente, Tandem
Cantidad de proteina [0,00[
Grado de reaccién [0,00[
Caja TATA si, no
Anotaciones GO Términos GO
Biclusters A
1 1
e — R
Dominio del atributo Dominio del atributo
1
H H

Pn

P22

Pas Pas Pss  Pes  Pr7
Dominio del atributo

Pes

Po  P1g P27 Pss Pas Pss Pes Pr2 Pai Poo
Dominio del atributo

Figura 3.6: Definiciones de 3, 4, 5 y 6 conjuntos difusos.

92



93

3.2. Construccién de la Base de Datos

r
o
5]
3

350 -

300 o

T T T
o o o
n S

NN

-

[ETEYEEY

T
=)
=1
-

o
n

0

800 -

700 -

epUANIALY

T
o
5]
&

T
=)
o
~

T
o
5]
-

T
o

S50
£55°0
€50
6050
980
v’
w0
0zy'o
86€°0
9LED
pSE0
z€€0
ot€’0
887°0
992'0
vvz'0
zzz'o
00z'0

Proporcién de G+C en el gen

9TTTHT
S‘S8TET
€85ZT
TTEITT
0'v080T
69266
L'6v16
s‘zees
Y'S6YL
78999
T'IY8S
6'€T0S
8'98TH
9'65€E
s‘zest
€50LT
88
0'1s

Longitud del Gen

T
o o
S o
noF

epUANIALY

—T
o o
S ©
» N

100 -

o
S
N N
eUINIAIY

o o
n S
- -

o o
n

856'0
1060
Sv8°0
68L'0
TEL'0
990
0z9'0
£95°0
£0s'0
5v°0
v6€0
8EE'0
2820
sTT'o
69T°0
EIT'0
9500
0000

€€L°0
5690
9590
8190
6450
50
£050
v9v°0
9740
1850
6Y€°0
o1£'0
2z’
vET'0
S6T'0
LSTO
8110
0800

Proporcion de G+C en el intergénico

GC3s

900

800 -

—
o o
S o
~ ©

—
o o
S o
noF
[ETENEEY

—
o o
S o
N

100 o

[

1400

1200 -

1000 -

T T
o o
S o
® ©

[ETEL Y]

T
o
=
3

200

[

9'80v8Y
s‘TeLSy
Y'VEOEY
v'LYEOY
£099L€
T'eL6ve
1'9822¢
0'6656C
6'TT692
[ 24474
8LESTT
£'0588T
9'€9T9T
S‘OLYET
'68L0T
2018
€'STYS
useLe
Ty

344372
0'vT0L
9's£59
€LET9
0'6695
'09zs
v'zzsy
T'v8EY
8'S6E
S'L0SE
7'690€
6'0£97
S‘T6TT
TysLT
6'STET
9118
433
0T

Cantidad de proteina

Longitud del intergénico

1400 -

1200 -

1000

o o
S o
® ©

eUANIAIY

400 -

200

S'2969T
£'9T6ST
8'5981T
0'ST8ET
T'voLeT
EETLIT
529901
L1196
80958
0°0TSL
2'6519
'801S
S'LSEY
£'90€€
6'sszz
0's0zT
'St

Grado de reaccién

de los valores de los atributos sobre los que se defi-

los conjuntos difusos.

Distribucién

Figura 3.7

nieron



3.2. Construccién de la Base de Datos 94

— Al considerarse unicamente los términos en los que los genes apa-
recen anotados explicitamente, éstos términos serdn muy especi-
ficos, lo que significard que tendrdn pocos genes anotados y, por
tanto, los items correspondientes no podran ser frecuentes. Esto

puede ocurrir en una gran cantidad de casos [52].

— Supodngase un conjunto de genes anotados en un término T, y otro
conjunto diferente de genes anotados en un término T, donde T’
es un ancestro de T. Al contar las ocurrencias de los itemsets que
contienen T  en el conjunto de datos, no se tendrian en cuenta
aquellos genes anotados en T, ya que estos ultimos tan s6lo con-
tienen el término T en sus transacciones. Dado que cada término
hereda las propiedades de todos sus ancestros, todos los genes
anotados en T deben considerarse al calcular la frecuencia del
término T , ya que de no ser asi se estarfa perdiendo informacién

importante.

e Incluir todos los términos en los que los genes aparecen explicita o im-
plicitamente anotados. Esta estrategia permite evitar todos los anterio-
res problemas y es de hecho la estrategia seguida por Martinez et al.
[170]. Sin embargo, surge un inconveniente importante al seguir esta
metodologia: si todos los ancestros se incluyen en el analisis, se esta-
ran considerando términos muy generales (por ej. molecular function,
biological process, cellular_component, etc.). Estos términos son tan ge-
nerales que no proporcionan ninguna informacién. Es mads, ralentizan
la busqueda de reglas de asociacidn y entorpecen la interpretacion del
conjunto de reglas final, ya que generan una gran cantidad de reglas

triviales o carentes interés.

e Fijar un nivel de GO e incluir tan sdlo los términos de este nivel. Las
anotaciones en términos que aparecen por debajo del nivel seleccionado se
mapean a los nodos correspondientes de ese nivel, y aquellas de términos
superiores se descartan. Algunas aplicaciones como FatiGO [10] han
seguido esta estrategia. En principio parece que el nivel 3 representa un

buen compromiso entre calidad de la informacién y namero de genes
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anotados [172]. Sin embargo, esta opcion presenta el problema de que
la especificidad de los nodos GO de un mismo nivel no es homogénea.
Es decir, en un mismo nivel puede haber términos méas generales y
términos mads especificos, por lo que se correria el riesgo de perder
informacién [16].

Incluir todos los términos en los que estdn anotados los genes (explitica o
implicitamente), determinar la informacion aporta cada uno y descartar
aquellos no informativos. Esta parece ser la opciéon mds adecuada y es
de hecho la que se ha escogido. Asumiendo que un término aporta mds
informacidn cuanto mas especifico es, el contenido de informacién (CI)

de un nodo se puede calcular mediante la expresién:

cr(ry= 08P
—log P(min)

donde P(T) representa la probabilidad de que ocurra el nodo T. Se
dice que un nodo ocurre cuando aparece un gen anotado en este nodo
o en alguno de sus descendientes. Por tanto, la probabilidad de que
ocurra el nodo se calcula como el nimero de anotaciones que hay en él
y por debajo de él, dividido entre el total de anotaciones (Figura 3.8).
El denominador de la expresion (—log P(min)) se utiliza como factor
de normalizacién, de modo que el valor del contenido de informacién
se encuentre entre 0 y 1. P(min) representa la probabilidad minima de
que ocurra un nodo, lo que sucederd con aquellos nodos que tengan

una unica anotacion, es decir:

P(min) =1/NumeroTotalDeAnotaciones

Obsérvese que cuanto mas profundo se encuentre un término en la
ontologia, mayor serd su CI. Este hecho se debe a la estructura onto-
16gica de GO: si el nimero de anotaciones decrece, la probabilidad de
ocurrencia de los términos también decrece y, por tanto, su CI tiende
a aumentar (Figura 3.8). Tras estudiar los resultados obtenidos, se ha
determinado que un valor apropiado para el umbral del contenido de

informacion es 0,2.
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Transferring
Catalytic activity Transferase activity phosphorous-containing
N=51103 N =14841 Groups
P=0.302 P=0.088 N = 8035
Cl=0.099 Cl=0.202 P=0.047
Cl=0.253
Molecular
Function
N=169254
P=1 Structural constituent
C=0 Of ribosome
N = 2683
P=0.016
Structural molecule Cl=0.344
Activity
N=4315
P=0.025
Cl=0.305 Extracellular matrix Extracellular matrix
. constituent conferring
Structural constituent
N =132 elasticity
P =0.001 N=6
Cl=0.594 P =3.54E-05
Cl=0.851

Figura 3.8: Fragmento de la ontologia molecular_function de GO. Cada nodo
se etiqueta con su nombre, el nimero de anotaciones en él y bajo él (N),
la probabilidad derivada del nimero de anotaciones (P) y su contenido de
informacion (CI). El valor de NumeroTotalDeAnotaciones utilizado para
calcular las probabilidades se corresponde con el nimero de anotaciones del
nodo raiz de la ontologia, es decir, 169524 en este caso.

3.3 Extraccion de reglas de asociacidon difusas

Los datos descritos en la Seccidn anterior se integraron en una tabla de 4363
genes y 13 variables. Dicha tabla puede considerarse como una tabla transac-
cional en la que cada gen representa una transaccién y los pares atributo-
valor representan los items de las transacciones.

En una primera fase se llevé a cabo una implementacién difusa y la poste-
rior aplicacidn del algoritmo Apriori. Sin embargo, el nimero de items que se
generan, principalmente debido a la gran cantidad de anotaciones GO, y por
tanto de itemsets que se forman es ingente, haciendo imposible el uso de es-
te algoritmo. Por ello, se desarrolld y aplicé una version difusa del algoritmo
Top-Down Frequent-Pattern Growth (Fuzzy TD FP-Growth) [163].
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3.3.1 Algoritmo Fuzzy Top-Down Frequent-Pattern Growth

Tal y como ya se ha comentado, la idea de este algoritmo consiste en acelerar
el proceso de busqueda de itemsets frecuentes. Han et. al. [109] proponen
el uso de una estructura de datos, el FP-tree, para almacenar la frecuencia de
todas las combinaciones de items presentes en la tabla, de tal modo que sélo
es necesario recorrer la tabla dos veces. Una vez almacenada toda la infor-
macion referente a las frecuencias en este arbol, tan s6lo hay que recorrerlo
de una manera especial para poder conseguir todos los conjuntos frecuen-
tes de items. En dicho trabajo se propone un algoritmo bastante complejo
para recorrer el FP-tree, el cual requiere de la creaciéon de una gran canti-
dad de estructuras de datos intermedias. Posteriormente, Wang et. al. [271]
propusieron un método para recorrer el arbol que no necesita de la crea-
cién de estas estructuras de datos intermedias. Este se denomina Top-Down
Frequent-Pattern Growth (TD-FP-Growth). Dicho algoritmo en su forma ori-
ginal es tan s6lo apropiado para manejar datos crisp, por lo que se tuvo que
desarrollar una versién difusa del mismo capaz de tratar itemsets difusos, el
Fuzzy Top-Down Frequent-Pattern Growth (FTD-FP-Growth). El algoritmo se
puede resumir en las siguientes etapas:

1. Escaneo de la base de datos para la obtencién de una lista de items

frecuentes.

2. Construccion del Fuzzy Frequent-Pattern tree (FFP-tree).

3. Obtencién de la lista de itemsets frecuentes recorriendo para ello el

Fuzzy Frequent-Pattern tree.

Obtencion de la lista frecuente de items

Tal y como ya se ha comentado, el primer paso consiste en llevar a cabo un
escaneo inicial de la base de datos para obtener una lista con los items fre-
cuentes presentes en la base de datos. A continuacion, esta lista es ordenada
en funcién del soporte decreciente de los items. Esta disposicion de los items
en la lista determinard el orden en el que posteriormente se introduciran los
mismos en el FFP-tree. La razon para esta ordenacion decreciente del sopor-

te se basa en que se ha demostrado que, aunque no existe una disposicién
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Tabla 3.4: Ejemplo de lista ordenada de items.

Indice Item Soporte

1 {Longitud del intergénico = Corto} 8,48

2 {Orientaciéon = Tandem} 7

3 {Orientaciéon = Divergente} 6

4 {Longitud del gen = Medio} 4,95
5 {Longitud del gen = Corto} 4,59
6 {Longitud del gen = Largo} 4,13
7 {Longitud del intergénico = Largo} 2,97
8 {Longitud del intergénico = Medio} 1,93

optima para todos los casos, el orden decreciente de soporte suele generar es-
tructuras de FFP-trees mas eficientes [109]. La Tabla 3.4 muestra un ejemplo
de lista de items frecuentes.

A cada item se le asigna un cédigo que se corresponde con el indice de
la posicidn en la que se encuentra en la lista ordenada. Asi, por ejemplo, en
la lista de la Tabla 3.4 Longitud del gen = Medio tiene el cddigo 4 y el item

Orientacién = Tandem tiene el cédigo 2.

Construccion del Fuzzy Frequent-Pattern tree

Una vez se dispone de la lista se van tomando una a una las transacciones de
la tabla de datos, e introduciendo en el arbol de forma ordenada los items de
la lista que aparecen en cada fila. Cada nodo del arbol representard un item
en una posicion determinada de un conjunto(s) de items y contendra un par
de listas de pertenencias, de forma que cada vez que se recorra ese nodo
durante el proceso de creacion del arbol se actualizardn dichas pertenencias.
Por ejemplo, la Figura 3.9 muestra de forma secuencial la inserciéon de las

tres primeras transacciones de la Tabla 3.5.
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Tabla 3.5: Ejemplo de tabla transaccional difusa. Los valores que aparecen
en cada item tras los dos puntos indican la pertenencia de la transaccién al
item difuso.

ID Transaccion Ttems
YALOOSW { Long. gen=Corto : 1, Long. interg.=Medio : 0,53,
Long. interg.=Corto : 0,47, Orientacion=Tandem}

YALOO3W { Long. gen=Largo : 0,20, Long. gen=Medio : 0,80,

Long. interg.=Largo : 1, Orientacion=Diver gente}

{ Long. gen=Medio : 0,67, Long. gen=Corto : 0,33,
YALO18C Long. interg.=Largo : 0,82,
Long. interg.=Medio : 0,18, Orientacion=Divergente}

{ Long. gen=Largo : 1, Long. interg.=Medio : 0,67,

YALOO2W
Long. interg.=Largo : 0,33, Orientacion=Tandem}
YALOOOW { Long. gen=Largo : 1, Long. interg.=Corto : 1,
Orientacion=Divergente}
YALO10C { Long. gen=Largo : 0,93, Long. gen=Medio : 0,07,

Long. interg.=Corto : 1, Orientacion=Diver gente}

Nétese que, como ya se ha comentado, cada nodo almacena dos listas de
pertenencias. Estas dos listas de pertenencias, que inicialmente contendran
los mismos valores, aparecen representadas en el arbol mediante parejas de
la forma transaccion : pertenencia. Estos pares, indican la pertenencia del
item correspondiente, a las diferentes transacciones que “van recorriendo”
ese nodo durante la construccién del drbol. Asi por ejemplo, el par 1 : 0,33
del nodo correspondiente al item 7, indica que la pertenencia del item 7 en
la transaccion 1 es 0,33.

Ademads de todo lo comentado hasta el momento, conforme se genera el
arbol se va construyendo una tabla cabecera H. Esta tabla contiene una en-
trada por cada item introducido en el drbol. Cada entrada de la tabla contiene
la lista de pertenencias del item correspondiente, asi como una lista de pun-

teros a los nodos de dicho item (Figura 3.10). En el Algoritmo 1 se muestra
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Raiz | Raiz |

Item=1 Item=1 Item=3
{1:0.47} {1:0.47} {2:1}
{1:0.47} {1:0.47} {2:1}
Item=2 Item=2 ltem=4
{1:1} {1:1} {2:0.80}
{1:1} {1:1} {2:0.80}
Item=5 Item=5 Item=6
{1:1} {1:1} {2:0.20}
{1:1} {1:1} {2:0.20}
Item=8 Item=8 Item=7
{1:0.53} {1:0.53} {2:13
{1:0.53} {1:0.53} {2:1}
(a) Primera (b) Segunda transaccion.
transaccion.
Raiz |
Item=1 Item=3
{1:0.47} (2:@
{1:0.47} {2:3,3:1
Item=2 Item=4
{1:1} {2:0.80/3:0.6
{1:1} {2:0.80,3:0.67,
Item=5 Item=6 Item=5
L1} {2:0.20} {3:033}
11} {2:0.20} {3:0.33)
Item=8 Item=7 Item=7
{1:0.53} {2:1) {3:0.82}
{1:0.53} {2:1} {3:0.82)
Item=7
{3:0.82)
{3:0.82}

(c) Tercera transaccion.

Figura 3.9: Se introducen las tres primeras transacciones de la Tabla 3.5 en
el FFP-tree.
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Tabla cabecera (H)

Item | Pertenencias

Enlaces

1 {1:0.47}

{1:1}

{2:1,3:1}

{2:0.80,3:0.67}

{3:0.33}

ola(bleln

{2:0.20}

Raiz Ss N
~o N
S~ .

~< \

~. M
N Item=3
\\ {2:1,3:1}
\ {2:1,3:1}

Item=4
{2:0.80,3:0.67}
{2:0.80,3:0.67}

Item=5
{3:0.33}
{3:0.33}

{1:0.53}
{1:0.53}

Item=7
{3:0.82}
{3:0.82}

Item=7
{3:0.82}
{3:0.82}

Figura 3.10: Arbol junto con la tabla cabecera.
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el pseudocddigo para construir el FFP-tree a partir de la tabla transaccional.

Generacion de itemsets frecuentes a partir del FFP-tree

El procedimiento parte de la tabla H y del FFP-tree construidos mediante

el algoritmo que se muestra en el pseudocddigo anterior. Los items que se

encuentran en la tabla H deben aparecer ordenados segun sus codigos.

Se irdn considerando una a una las entradas de la tabla H. Mediante los
enlaces de cada item en H se podrdn localizar en el drbol los nodos de todos
los items. Partiendo de estos nodos y recorriendo el arbol hacia arriba, se iran

obteniendo todos los itemsets frecuentes cuyo ultimo item es el de la entrada

en H que se estd considerando. El Algoritmo 2 muestra en pseudocddigo

el proceso. Notese que de las dos listas de pertenencias que contiene cada

nodo, una de ellas es considerada “auxiliar” y se va modificando conforme

se desarrolla el proceso, mientras que la otra permanece inalterada hasta el

final.
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Algoritmo 1 Pseudocédigo para construir el FFP-tree
raiz=nodo()
H=[] {Tabla cabecera}

Para cada item hacer
H[item].pertenencias=pertenencias del item para cada transaccion
H[item].enlaces = []

fin

Para cada transaccion de la tabla hacer
nodoActual = raiz
Para cada item de la lista ordenada hacer
Si el item estd en la transaccién actual entonces
Si el nodo actual no tiene un hijo con este item entonces
aux=nodo()
aux.item=item
aux.pertenencias={transaccion:pertenencia}
aux.pertenencias_aux={transaccion:pertenencia}
aux.padre=nodoActual
H[item].enlaces+=referencia a aux
nodoActual=aux
en caso contrario
nodoActual.hijos[item].pertenencias+={transaccion:pertenencia}
nodoActual.hijos[item].pertenencias_aux+={transaccion:pertenencia}
nodoActual=nodoActual.hijos[item]
fin
fin
fin
fin
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Algoritmo 2 Funcién buscaltemsetsFrecuentes(X, H)
X: pardmetro de entrada, contendrd una lista con los items que forman el
itemset actual. En la llamada inicial a la funcién contendrd una lista vacia.
H: parametro de entrada, contendra la tabla cabecera.

Lista=[] {Aqui se guardaran los itemsets frecuentes}

Para cada entrada I en H hacer
Si H[I].contador > soporteMinimo entonces
Lista = Lista + IX
Crea una nueva tabla cabecera H; llamando a crearSubTabla(I) (ver
Algoritmo 3)
aux=buscaltemsFrecuentes(IX, H;)
Lista+=aux
fin
fin

Devolver Lista

Algoritmo 3 Funcién crearSubTabla(I)
I: pardmetro de entrada, contendra una entrada de la tabla de cabecera.

Para cada nodo u en las referencias de I.enlaces, subir por el arbol desde
u, y cada vez que se recorra un nodo v hacer
aux = min{u.pertenencias_aux, v.pertenencias}
Si no hay una entrada en H; para el item del nodo v entonces
H, [v.item].pertenencias=aux
H, [v.item].enlaces+=referencia a v
v.pertenencias_aux=u.pertenencias_aux
en caso contrario
Actualizar H;[v.item].pertenencias con los valores de aux
Si en esta llamada a crearSubTabla no se habia visitado v entonces
v.pertenencias_aux = aux
H, [v.item].enlaces+=referencia a v
en caso contrario
Actualizar v.pertenencias_aux con los valores de aux
fin
fin
fin
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Se realizaran algunas etapas del procedimiento partiendo del estado de
la Figura 3.10. Para simplificar considérese que el soporte minimo es 0. En
primer lugar se procesa la primera entrada de la tabla H, es decir, la co-
rrespondiente al item 1 (Figura 3.11). El tnico nodo que hay en el drbol
correspondiente al item 1 es el que aparece coloreado en rojo. Puesto que es
un item frecuente, se procede a crear la subtabla correspondiente. Dado que
este nodo se encuentra en el primer nivel del drbol, al ascender se llega en el
primer paso al nodo raiz, por lo que no hay que crear ninguna subtabla y se
pasa a la siguiente entrada de H (Figura 3.12). Nuevamente aparece un so6lo
nodo para el item 2, y puesto que el item es frecuente, se crea la subtabla H,.
Para ello se procede a subir en el arbol. El primer nodo que aparece al subir
es el que estad coloreado en verde. Dado que no hay una entrada en H, que

contenga el item 1, se crea dicha entrada:

1. Elitem de la nueva entrada en H, se corresponde con el item del nodo

recorrido, es decir, en este caso el item 1.

2. El vector de pertenencias de la nueva entrada se calcula como el mi-
nimo entre las pertenencias auxiliares del nodo de partida y las perte-
nencias del nodo recorrido:

pertenencias_en H, =min({1:1},{1:0,47})={1:0,47}

De igual forma, el vector de pertenencias auxiliar del nodo recorrido

pasa a ser también este vector minimo (Figura 3.13).

3. Se afiade una referencia en la nueva entrada de la tabla apuntando al
nodo recorrido.

A continuacién se sigue ascendiendo en el arbol. Como ya se ha alcanzado
el nodo raiz, se hace una llamada recursiva de la funcion buscaltemsetsFre-
cuentes con el item 2 y la tabla cabecera H, como pardmetros. Se procede
por tanto a procesar las entradas de la tabla H,: ésta tan sélo tiene una en-
trada para el item 1 y, como su contador es mayor que el minimo soporte
(recuérdese que se estd suponiendo soporte minimo O para simplificar), el
itemset {1,2} es frecuente y se aflade a la lista de salida. En este momento

se procede a crear la nueva subtabla H,;. Como el dnico nodo al que hay
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Tabla cabecera (H)
Item | Pertenencias | Enlaces
1 {1:0.47} -

Item=1
{1:0.47}
{1:0.47}
Item=2 Item=4
{1:1} {2:0.80,3:0.67}
{1:1} {2:0.80,3:0.67}
Item=5 Item=6 Item=5
{1:1} {2:0.20} {3:0.33}
{1:1} {2:0.20} {3:0.33}
Item=8 Item=7 Item=7
{1:0.53} {2:1} {3:0.82}
{1:0.53} {2:1} {3:0.82}
Item=7
{3:0.82}
{3:0.82)

Figura 3.11: Recorriendo el FFP-tree, primera entrada de H.

Tabla cabecera (H)

Item | Pertenencias Enlaces
2 {1:1} -

\\ Raiz

\
\ Item=1 Item=3
' {1:0.47} {2:1,3:1}
\ {1:0.47} {2:1,3:1}
\
' |
N
Item=2 Item=4
{1:1) {2:0.80,3:0.67}
{1:1} {2:0.80,3:0.67)
Item=5 Item=6 Item=5
{1:1} {2:0.20} {3:0.33}
{1:1} {2:0.20} {3:0.33}
Item=8 Item=7 Item=7
{1:0.53} {2:1} {3:0.82}
{1:0.53} {2:1) {3:0.82}
Item=7
{3:0.82}
{3:0.82}

Figura 3.12: Recorriendo el FFP-tree, segunda entrada de H.
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Tabla cabecera (H,)
Item | Pertenencias | Enlaces

()] Groan) [C --)

N

\\ Raiz

If =1 Item=3
{1:0.47} {2:1,3:1}
{1:0.47} {2:1,3:1}

Item=2 Item=4
{1:1} {2:0.80,3:0.67}
{1:1} {2:0.80,3:0.67)

Item=5 Item=6 Item=5
{1:1} {2:0.20} {3:0.33}
{1:1} {2:0.20} {3:0.33}

Item=8 Item=7 Item=7
{1:0.53} {2:1} {3:0.82}
{1:0.53} {2:1) {3:0.82)

Item=7
{3:0.82}
{3:0.82}

Figura 3.13: Recorriendo el FFP-tree, creando la tabla H,.

un enlace desde la primera entrada de la tabla H, cuelga directamente del
nodo raiz, se detiene el proceso y no se crea la tabla H,,. Llegado a este pun-
to se continuaria procesando la siguiente entrada de la tabla H, y asi hasta
que todas las entradas de esta tabla y de todas las subtablas que se fueran
creando hubieran sido procesadas. Al finalizar todo el proceso se habra ob-
tenido la lista con los itemsets frecuentes. Tan s6lo queda obtener las reglas

de asociacidén a partir de los mismos.

3.3.2 Obtencidn y procesamiento de las reglas de

asociacion difusas

Tal y como se ha comentado con anterioridad, la tltima fase en la extraccién
de reglas de asociacién consiste en obtener dichas reglas a partir de los item-
sets frecuentes. En este apartado se describen las medidas empleadas para
evaluar la calidad de las reglas, asi como el post-procesamiento llevado a

cabo sobre el conjunto final de reglas.
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Obtencion de las reglas de asociacidn a partir de los itemsets frecuentes

El procedimiento para obtener las reglas de asociacién a partir de los item-
sets es comun a todos los algoritmos de extraccién de reglas de asociacidn,
por lo que no describird detalladamente. Dado un itemset, la idea consiste
en formar subconjuntos con sus elementos, cada uno de los cuales formara
el consecuente de una regla. Cada una de estas reglas se completa colocando
en el antecedente el resto de items del itemset que no aparecen en el con-
secuente. Asi, en principio, se generara una regla por cada subconjunto de
items obtenido. Los valores de confianza y soporte difusos se calculan para
cada una de estas reglas, y tan s6lo se generan aquellas que presenten valo-
res superiores a los umbrales. Sin embargo, la eficiencia del procedimiento
puede mejorarse, ya que no es necesario considerar absolutamente todos los
subconjuntos de items de un itemset. Una informacién mds detallada se en-
cuentra en el trabajo referenciado en [8]. Finalmente, tan s6lo queda men-
cionar en este apartado que los valores de soporte y confianza difusos fueron

calculados siguiendo el procedimiento descrito por M. Delgado et al. [76].

Deficiencias del modelo soporte/confianza

Tal y como se coment6 en la introduccion, el nimero de reglas que se generan
es enorme, muchas de ellas redundantes o carentes de informacién. El mode-
lo de soporte/confianza para medir la calidad de las mismas ha demostrado
ser insuficiente y, debido a esto, se han propuesto gran cantidad de estrate-
gias y medidas de interés que mejoran la interpretabilidad del conjunto de
reglas. Asi, se han propuesto diferentes propiedades que podrian ser desea-
bles para una medida de calidad segun diferentes situaciones [244, 97]. En
este caso, se consideré que las medidas que se utilizaran debian cumplir las
siguientes propiedades:

e Capacidad de discriminar la independencia de los atributos. Es decir, si

sop(X = Y) =sop(X)-sop(Y), la medida debe valer 0.

e Debe ser monoétona creciente cuando crezca el sop(X — Y) y el resto

de pardmetros permanezcan invariables.
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e Si sop(X) crece y el resto de parametros permanecen invariables, la
medida debe decrecer. Asimismo, si sop(Y') crece y el resto de parame-

tros permanecen invariables, el valor de la medida debe decrecer.

e No debe ser simétrica. Es decir, el valor de la medida para X — Y, debe

ser diferente que su valor para ¥ — X
e Debe decrecer si sop(X—Y) crece.

e Debe ser creciente con el soporte si los margenes de la tabla de contin-

gencia (Tabla 2.9) permanecen fijos.

e Debe guardar alguna relacién con el nimero de registros que no con-

tienenniX niY.

Tan sélo se encontraron tres de las medidas propuestas hasta el momen-
to que cumplieran todas estas propiedades: added value, Klosgen’s measure
y certainty factors (6 factores de certeza en espaiiol, FC)[97, 76, 148]. La
definicion de las tres medidas se muestra en la Tabla 3.6. Tal y como se pue-
de observar, la medida de Klosgen incluye a la add value, ya que se trata de
una combinacion de ésta con el soporte de la regla. Sin embargo, no parece
intuitivo el hecho de que la medida tome valores en el intervalo ] — 1, 1],
ya que en ningun caso puede llegar a tomar el valor —1 o el valor 1. En
otras palabras, no parece intuitivo por ejemplo, el hecho de que dada una
regla “perfecta”, no haya un valor méximo definido de la medida de calidad
para la misma (por ejemplo 1). Por ello, se decidi6 finalmente hacer uso de
los factores de certeza. Por tanto, tan s6lo se generaron aquellas reglas con
valores de soporte, confianza y factor de certeza mayores que los umbrales
especificados por el usuario.

Finalmente, era necesario proporcionar un valor que mostrara de forma
global la relevancia del conjunto de relaciones obtenido. Con este objetivo, se
estim6 el nimero de reglas obtenidas por azar: se generaron 100 conjuntos
de datos aleatorios independientes a partir del conjunto de datos original y
se aplicé la metodologia de reglas de asociacién sobre cada uno de ellos. El
numero estimado de reglas falsas se calculé como la media del nimero de

reglas obtenido para cada uno de estos 100 conjuntos de datos aleatorios. De
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Tabla 3.6: Medidas que cumplen las propiedades deseadas.

Medida Formula
Add value conf(X - Y)—sop(Y)
Klosgen \/sop(X —Y)(conf(X - Y)—sop(Y))
. conf (X—Y)—sop(Y)
Certainty Factor o)

esta forma, calculamos un False Discovery Rate (FDR) que permitid verificar

la calidad del conjunto de reglas.

Filtrado de las reglas utilizando la jerarquia GO

Aun considerando todo lo anterior, se obtienen una gran cantidad de reglas
relacionando nodos GO con el resto de variables, muchas de ellas represen-
tando practicamente la misma informacién. Estas reglas pueden fusionarse
en una sola mas general sin perder informacidn relevante, reduciendo asi de
forma considerable el nimero de reglas obtenidas.

En primer lugar, se buscan grupos de reglas que contengan algun nodo
GO y que compartan el resto de sus items. Para cada grupo, se busca un tér-
mino GO que sea ancestro comtn del resto de nodos GO que aparecen en
dicho grupo de reglas. Tan sélo la regla que contiene el ancestro comun se
mantiene y el resto se descarta. La estrategia se basa en el hecho de que ca-
da término GO hereda los atributos de todos sus ancestros. Como ademas se
estd asegurando que todos los términos incluidos en el andlisis son suficiente-
mente informativos (mediante el umbral del CI), la experiencia ha mostrado
que el ancestro comun representa el término mas intuitivo. Al eliminar el
resto de reglas se obtiene un conjunto mdas pequefio, mds claro y por tanto
mas facilmente interpretable (Figura 3.14).

Aunque existe la posibilidad de perder algo de informacién al llevar a
cabo el filtrado, esta pérdida se compensa por la ganancia en claridad del
conjunto de reglas final. En cualquier caso, si durante el andlisis del conjunto

de reglas resultante se encuentra una relacion de interés especial, el proceso
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®

Attrib1=valor1 AND Attrib2=valor2 AND ...AND GO =term1 — Attrib3=valor3 AND Attrib4=valor4 AND ...
Attrib1=valor1 AND Attrib2=valor2 AND ...AND GO =term2 — Attrib3=valor3 AND Attrib4=valor4 AND ...
Attrib1=valor1 AND Attrib2=valor2 AND ...AND GO =term3 — Attrib3=valor3 AND Attrib4=valor4 AND ...
Attrib1=valor1 AND Attrib2=valor2 AND ...AND GO = term4 — Attrib3=valor3 AND Attrib4=valor4 AND ...

Items comunes l Items comunes

Attrib1=value1 AND Attrib2=value2 AND ...AND GO = term1 — Attrib3=value3 AND Attrib4=value4 AND ...

@

Figura 3.14: Filtrado de un conjunto de reglas utilizando la jerarquia GO. La
parte A muestra un grupo de reglas que comparten todos sus items menos el
término GO. Estas 4 reglas se fusionan en la que es un poco mds general de
todas ellas. La parte B de la figura muestra la distribucion de los términos en
la ontologia.

de filtrado puede omitirse para obtener tanta informacién como sea posible

referente a dicha asociacion.

3.4 Biological data analysis by Fuzzy

Association Rule mining: BioFAR

Tan importante como desarrollar una metodologia, es facilitar el uso de la
misma a los potenciales usuarios. En este sentido, y dado que no se debe
esperar que alguien que no esté estrechamente relacionado con las Ciencias
de la Computaciéon implemente complejas técnicas computacionales, toda
la metodologia anteriormente expuesta fue desarrollada e implementada en

una aplicacién web de libre acceso: BioFAR (http://genome.ugr.es/biofar).
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BioFAR

Biological Data Analysis by Fuzzy Association Rule Mining

Figura 3.15: Pagina principal de BioFAR

Al menos hasta donde nosotros conocemos, no existe ninguna otra apli-
cacion web basada en la extraccion de reglas de asociacion difusas y ademas
orientada al andlisis de datos gendémicos. Con esta aplicacidon se pretende
promover el uso de técnicas difusas en Bioinformdtica, proporcionando una
herramienta que permite estudiar las relaciones existentes entre un elevado
numero de variables. La aplicacidon estd implementada en Python, presenta
una interfaz simple (Figura 3.15) y su correspondiente documentacién, con
el objetivo de proporcionar una herramienta fécil de usar para cualquier per-
sona que no esté estrechamente relacionada con las Ciencias de la Compu-
tacion.

Los datos de entrada que hay que proporcionar son fundamentalmente
tres:

e La tabla de datos conteniendo la informacién que se analizara. Las co-
lumnas en esta tabla deben representar las variables del estudio. Dicha
tabla puede proporcionarse en forma de un fichero de texto delimita-
do por tabuladores 6 bien un fichero csv, los cuales pueden generarse

facilmente a partir de una hoja de célculo de Excel. Se pueden incluir
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variables tanto numéricas como categoricas, incluyendo listas de térmi-
nos GO, que en este caso se proporcionaran en forma de identificadores

GO separados por comas (por ejemplo GO:xxxxxxx,GO:yyyyyyy,...).

e Las definiciones de los conjuntos difusos, es decir, cudntas etiquetas lin-
gilifsticas hay que definir en cada variable numérica y cémo deben ser
definidas. BioFAR permite llevar a cabo tres tipos diferentes de defini-
ciones: 1) de forma automatica, utilizando el algoritmo de clistering
c-means difuso [237, 122], 2) de forma automatica, definiendo funcio-
nes trapezoidales mediante percentiles y 3) de forma manual, fijando

los puntos de inicio y final de las funciones trapezoidales.

Ademas, los valores de expresion se podran considerar como un ca-
so especial de variable. Es decir, si una variable representa un valor
relativo de expresion (log,(objetivo/control)), el sistema permite
definiciones especiales de conjuntos difusos sobre ésta. La razén pa-
ra esto, estd basada en que por lo general es aceptado que valores del
log,(ratio) mayores que 1 representan sobre-expresion, y que valores

menores que —1 representan sub-expresion.

e Los umbrales de calidad de las reglas, es decir, los umbrales para el so-
porte, la confianza y los factores de certeza. En caso de que se incluyan
términos GO en el andlisis, se debe proporcionar también el umbral del
contenido de informacidn.

Los resultados se devuelven en forma de fichero de texto. Asimismo, para
facilitar la interpretacién del conjunto de reglas final, se proporciona tam-
bién un simple programa de filtrado de reglas (implementado también en
Python, el cédigo fuente y un instalador de Windows se pueden descargar
de la pagina web de BioFAR). Este software permite fijar patrones de reglas
de interés o modificar los umbrales de calidad para filtrar reglas no desea-
das de forma rapida. Asi, el programa toma como entrada el fichero de texto
proporcionado por el servidor y genera un conjunto filtrado de reglas en for-
ma de fichero .html. Los términos GO que aparecen en este fichero html se
enlazan con la base de datos AmiGO [50], de forma que se puede obtener

rapidamente una descripcién detallada de los mismos. Finalmente, este soft-
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ware permite también llevar a cabo el filtrado GO descrito previamente en la

Seccién 3.3.2.

3.5 Resultados

En esta Seccién se describen los diferentes experimentos llevados a cabo asi
como los resultados obtenidos. Los umbrales de FC, confianza y soporte se
seleccionaron de forma que el FDR resultante fuera bajo y se obtuviera un
numero asequible de reglas, ya que el conjunto resultante debia ser facil-
mente interpretable por un experto. Los valores de los umbrales utilizados
en cada experimento, el numero total de reglas obtenidas, asi como el FDR
calculado en cada caso se detallan en la Tabla 3.7.

Al fijar los umbrales de calidad de las reglas, el usuario debe tener cier-
ta informacion acerca del tipo de datos que se van a analizar. Por ejemplo,
deberia tener en cuenta que si el soporte de un itemset es muy alto, es muy
probable que éste aparezca en el consecuente de asociaciones obtenidas sim-
plemente por casualidad, ya que aparece en muchas transacciones de la tabla
de datos [76]. Por tanto, se deberian esperar valores bajos del FC para las
reglas que contengan estos itemsets (por ejemplo las reglas en la Tabla 3.8).
Es decir, es necesario disponer de algiin conocimiento previo acerca de la dis-
tribucién de los datos, para poder determinar qué valores de las medidas de
calidad se pueden considerar aceptables y, de acuerdo con esto, modificar los
umbrales de calidad de las reglas. Sin embargo, en la mayoria de los casos
esto no representa un problema, ya que este tipo de informacién se conoce.
Por ejemplo, en este trabajo en concreto era fdcil saber a priori, que el so-
porte de los itemsets Orientacion = Divergente y Orientacion = Tandem
es aproximadamente 0,5, asi como que el soporte de los items que contienen
nodos GO es por lo general bastante bajo (normalmente menor que 0,01).

Tal y como se comenté en la Seccion 3.3.2, la calidad global de los con-
juntos de reglas obtenidos se midié6 mediante el FDR. Observando la Tabla
3.7 se puede ver que los FDRs obtenidos son bastante bajos, lo que indica

que tan sélo unas pocas reglas se habrian generado por casualidad, y por
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Tabla 3.8: Reglas relacionando variables estructurales.
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Sop. | Conf. | FC Regla

0,12 | 0,40 | 0,15 Long.gen =Bajo — G+ C =Alto
0,12 | 0,38 | 0,14 G+ C =Bajo — Long.gen =Alto
0,12 | 0,41 | 0,16 G+ C =Alto — Long.gen = Bajo
0,12 | 0,40 | 0,14 Long.gen =Alto — G + C = Bajo
0,13 | 0,41 | 0,17 | Long.interg.=Bajo — GCinterg. = Bajo
0,13 | 0,43 | 0,18 | GCinterg.=Bajo — Long.interg.=Bajo
0,13 | 0,44 | 0,21 | GCinterg.=Alto — Long.interg.=Alto
0,13 | 0,44 | 0,22 | Long.interg.=Alto — GCinterg.=Alto
0,18 | 0,63 | 0,24 Long.interg.. =Alto — Orient. = Div.
0,23 | 0,56 | 0,15 | Long.interg..= MED — Orient.= Tan.
0,20 | 0,40 | 0,16 Orient.= Tan. — GCinterg. = Bajo
0,20 | 0,68 | 0,37 GCinterg.=Bajo — orient = Tan.
0,19 | 0,36 | 0,10 Orient.= Div. —» GCinterg. =Alto
0,19 | 0,65 | 0,27 GCinterg.=Alto — Orient. = Div.
0,13 | 0,42 | 0,17 GCinterg.=Bajo — G+ C = Bajo
0,13 | 0,41 | 0,17 G+ C =Bajo — GCinterg. = Bajo
0,14 | 0,46 | 0,23 G+ C =Alto — GCinterg. =Alto
0,14 | 0,46 | 0,23 GCinterg.=Alto — G+ C =Alto
0,038 | 0,48 | 0,12 Crom.=16 — Long.interg..= MED
0,010 | 0,41 | 0,17 Crom.=3— G+ C =Alto

0,015 | 0,39 | 0,14 Crom.=9 — GCinterg.=Alto
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tanto que la mayoria de ellas representan asociaciones bioldgicas reales, de-
mostrando de esta forma la validez de la metodologia. No era el objetivo de
este trabajo proporcionar una interpretacion bioldgica de todas las asociacio-
nes obtenidas, sino mostrar que se pueden obtener asociaciones relevantes.
De esta forma, trabajos futuros incluirdn una interpretaciéon bioldgica mas
profunda de los conjuntos de reglas obtenidos.

Las reglas que se muestran fueron seleccionadas de acuerdo con el co-
nocimiento experto y la informacién extraida de la bibliografia. Asimismo se
obtuvieron reglas con mas de un item en el antecedente/consecuente que se-
rén consideradas en trabajos futuros. Nétese que las tres ontologias GO se es-
tudiaron por separado. Finalmente, para la extraccion de reglas relacionando
biclusters se estudiaron diferentes agrupamientos obtenidos con cada uno de
los dos algoritmos, ya que modificando los pardmetros de dichos algoritmos
se pueden obtener agrupamientos ligeramente diferentes. Se seleccionaron

los mejores agrupamientos de acuerdo con la medida GAP [114].

3.5.1 Variables estructurales

Las reglas obtenidas capturaron todas las relaciones previamente publicadas
entre la longitud y la composicion de los genes y los intergénicos (Tabla
3.8). De hecho, la primera descripciéon del genoma de la levadura llevada a
cabo por Dujon (1996), ya resefiaba que los intergénicos de aquellos genes
orientados de forma divergente, son mas largos y con mds contenido en G+C
que aquellos entre genes orientados en tandem [82].

Las reglas de la Tabla 3.8 también muestran cierta correlacién negativa
entre la longitud y el contenido de G4C de los genes de la levadura (Spear-
man’s r = —0,25, p < 0,0001) [168]. Se podria cuestionar la validez de
dichas reglas, ya que los valores de confianza y factor de certeza que presen-
tan son bajos: ~ 0,40 y ~ 0,14 respectivamente. Sin embargo, estos valores
eran esperados, ya que la correlacion de Spearman obtenida por Marin et
al. es —0,25, indicando que el contenido en G+C y la longitud no son in-
dependientes y que existe cierta correlacion negativa, justo lo que indican

las reglas de la Tabla 3.8. De forma andloga, en esta misma tabla aparece la
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correlacion positiva existente entre la longitud y el contenido en G+C de los
intergénicos, ademds de la relacion existente entre el contenido en G+C de
los genes y sus intergénicos [169].

El significado biolégico de todas estas asociaciones no ha sido desvelado
aun, si bien algunas de ellas son parcialmente comprendidas. Asi, la mayor
longitud de los intergénicos divergentes esta ciertamente relacionada con la
presencia de dos promotores, o promotores parcialmente compartidos entre
los correspondientes genes. La relacidn positiva entre la longitud del inter-
génico y su contenido en G+C, se debe probablemente al efecto de la recom-
binacién meidtica, que ocurre de forma predominante en los intergénicos
divergentes, y que incrementa el contenido en G4C a través de la reparacién
sesgada de los pares GC [33, 90, 99]. De la misma forma, la correlacién entre
el contenido en G+C de los intergénicos y sus genes vecinos, podria deberse
a mutaciones sesgadas de los pares GC durante la reparaciéon del ADN, y a

una ventaja selectiva a favor de una mayor apertura de la cromatina [90].

3.5.2 Cantidad de proteina y capacidad de reacciéon

Tal y como se puede observar en la Tabla 3.9, la abundancia de proteina en
la célula aparece en correlaciéon negativa con la longitud de los genes co-
rrespondientes. Este resultado era esperado, ya que diversos trabajos previos
describieron una correlacién negativa entre la longitud de los genes y los
niveles de mRNA [67, 136, 168, 274]. Otra regla de la Tabla 3.9 relaciona
proteinas abundantes con genes que presentan un alto contenido en G+C.
Dicha asociacién corrobora en este caso los resultados de Marin et al. [168],
en los que se destacaba la correlacion positiva entre el contenido en G+C
de los genes y su nivel de transcripcién. Asimismo, la capacidad de reaccion
aparece positivamente relacionada con el contenido en G+C de los genes,
con su longitud y con el contenido en G4C de los intergénicos. Finalmen-
te, hay que resaltar las asociaciones econtradas entre la presencia de la caja

TATA, la longitud del gen y el contenido en G+C de las regiones intergénicas.
Todos estos resultados indican que, durante la evolucidn, las regiones de

ADN codificadoras de proteinas han tendido a hacerse mas cortas y a enrique-

cerse en G+C, con el objetivo de incrementar la concentracién de mARN y
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Tabla 3.9: Reglas que contienen las variables funcionales.

Sop. | Conf. | FC Regla

0,092 | 0,48 | 0,12 | C.proteina =Alto — Long.gen = Medio
0,087 | 0,45 | 0,22 C.proteina = Bajo — Long.gen = Alto

0,10 | 0,40 | 0,16 C.reaccion =Alto - G+ C =Alto
0,10 | 0,35 | 0,13 G + C =Alto — C.reaccion = Alto
0,11 | 0,39 | 0,14 C.reaccion = Bajo — G+ C = Bajo
0,074 | 0,40 | 0,15 C.proteina =Alto — G+ C =Alto

0,096 | 0,37 | 0,12 C.reaccion =Alto — GCinterg. =Alto
0,11 | 0,44 | 0,21 | C.reaccion =Alto — Long.interg.=Alto

0,11 | 0,38 | 0,17 | Long.interg.=Alto — C.reaccion =Alto

0,10 | 0,37 | 0,10 | C.reaccion =Bajo — Long.interg. = Bajo
0,055 | 0,41 | 0,17 TATA = yes — GCinterg. =Alto
0,058 | 0,44 | 0,21 TATA = yes — Long.interg. = Alto

la capacidad de reaccién de los genes. Asi, el acortamiento del mARN parece
estar relacionado con la presion selectiva para reducir el tamafio de protei-
nas abundantes, de forma que se minimicen los costes de la transcripcién y
la traslacion. Conforme la ARN-polimerasa se desplaza a lo largo de la ca-
dena de ADN, produce cambios en la densidad super-helicoidal de la misma
[187, 42, 194, 154], de manera que cuanto mas corto es un gen, menor cam-
bio se produce en la densidad super-helicoidal. Asi, los cambios en el super-
enrollamiento de la doble cadena de ADN por delante de la ARN-polimerasa,
serdn mayores durante la transcripcidon de genes largos que durante la trans-
cripcion de genes cortos. Por lo tanto, la progresidn de la ARN-polimerasa es
menos eficiente durante la transcripcion de genes largos.

La relacion entre el contenido en G+C y la expresion de los genes es
menos intuitiva. Dado que cuanto menor sea el contenido en G+C del gen,
menor es la eficiencia de la transcripcidon, no se puede argumentar que la

relacién esté determinada por el mayor coste energético del proceso de aper-
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tura de regiones de dsADN ricas en G+C. En lugar de esto, una estructura
de cromatina diferente puede estar determinando la eficiencia de la trans-
cripcion. La importancia de la estructura de cromatina en la modulaciéon de
la transcripcién se ha demostrado en estudios de alto rendimiento ( high-
throughput) sobre la transcripcion del genoma de la levadura bajo supresién
de la histona H4 [283, 156, 284]. En este sentido, se ha observado que el
ADN podria presentar informacién estructural que determina su capacidad
para interaccionar con la ADN-topoisomerasa I y los nucleosomas [54]. Asi-
mismo, se ha demostrado que la posicién de los nucleosomas viene deter-
minada por diferentes segmentos de ADN de acuerdo con su contenido en
G+C [273]. Ademas, se sabe también que un cambio estructural en secuen-
cias G+C alternativas causa un bloqueo transcripcional y superenrollamiento
negativo [193].

Estos resultados se ajustan al modelo de organizaciéon de la cromatina
propuesto por Filipski y Mucha [90] (véanse también las referencias que
aparecen en el articulo). Dicho modelo propone que regiones intergénicas
(ricas en G+C) entre ORFs divergentes ocupan posiciones externas en la do-
ble cadena de ADN, facilitando asi una conformacién abierta de la cromatina
que, a su vez, facilita la recombinacion y ofrece mayores posibilidades de
regulacion. El hecho de que ORFs orientadas divergentemente presentan un
mayor potencial de regulacidon fue descubierto por Cho et al. [63], quienes
analizaron las variaciones de nivel de mARN durante el ciclo celular (ver
Seccion 3.2.4). Observaron que, de entre los genes regulados por el ciclo
celular (ocupando posiciones adyacentes), aparece un exceso de genes di-
vergentes (51%) frente a aquellos orientados en tandem (38 %) o de forma

convergente (11%).

3.5.3 Términos GO

Se obtuvieron también reglas relacionando términos GO con el resto de varia-
bles (Tabla 3.10). Warringer y Blomberg [274] mostraron que las anotacio-
nes GO dependen de la longitud de los genes. Por lo tanto, este hecho debe-

ria ser capturado por nuestra metodologia. En efecto, se ha podido observar
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Tabla 3.10: Reglas que contienen términos GO. Primera aproximacion.

Sop. | Conf. | FC Regla

GO = DNA helicase activity —
0,0041 | 0,88 | 0,84

— Long.gen = Alto

GO = cytochrome-c oxidase activi
0,0017 | 1 1 4 v

— Long.gen = Bajo

GO = plasma membrane —
0,023 | 0,57 | 0,39

— Long.gen =Alto

que mas del 60% de las reglas extraidas con un item en el antecedente y el
consecuente, y que relacionan nodos GO con el resto de variables estructura-
les, presentan “Longitud del gen” en el consecuente. Ademas, estos mismos
autores encontraron ciertas funciones GO significativamente representadas
en diferentes tamafios de proteinas; por ejemplo, el término “DNA helica-
se activity” aparece sobrerrepresentado en el conjunto de las proteinas mds
largas (mds de 771 aminodcidos), mientras que el término “cytochrome-c
oxidase activity” aparece sobrerrepresentado entre las proteinas mds peque-
flas (menos de 202 aminodcidos). Las reglas de la Tabla 3.10 muestran estas
peculiaridades.

Sin embargo, tal y como se coment6 en la Seccién 3.3.2, se obtuvieron
una gran cantidad de reglas relacionando términos GO, muchas de ellas re-
dundantes. Por ello, se llevé a cabo el filtrado GO. La Tabla 3.11 muestra el
numero de reglas antes y después del filtrado GO, asi como la tasa de re-
duccién en el namero de reglas para cada experimento. Tal y como se puede
observar, la tasa media de reduccién es del 38,8 %, siendo 68 % el maximo
valor de la misma. Asi, el tamafio de muchos de los conjuntos de reglas se
redujo a casi la mitad de su tamafio original. Algunas de las reglas obtenidas
tras el filtrado se muestran en la Tabla 3.12. Por ejemplo, dicha tabla muestra
una regla relacionando el término “structural constituent of ribosome” con

proteinas pequeiias, relacién que da titulo al trabajo de Godfried et al. [37].
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Tabla 3.12: Reglas que contienen términos GO. Segunda aproximacion.

Sop. | Conf. | FC Regla

GO = structural constituent of ribosome—>
0,028 | 0,77 | 0,67
— Long.gen = Bajo

GO = helicase activity —
0,01 | 0,78 | 0,69

— Long.gen =Alto

3.5.4 Datos de expresion

En esta Seccidén se muestran relaciones entre los patrones de expresiéon en-
contrados y el resto de caracteristicas. El objetivo de este trabajo no con-
sistia en proporcionar una interpretacién biolégica de todos los perfiles de
expresion encontrados, sino mostrar como la metodologia es capaz de reve-
lar asociaciones interesantes entre dichos perfiles de expresion y el resto de
caracteristicas de forma intuitiva y gréfica. Siguiendo estas ideas se seleccio-
naron seis de los bicltsters que presentaban un perfil claro y que aparecian
en reglas interesantes y fiables. Las relaciones seleccionadas se muestran en

la Tabla 3.13.
Los primeros cuatro bicltsters de la Tabla 3.13 representan perfiles de

expresion obtenidos de los experimentos del ciclo celular. Las reglas que apa-
recen en dicha tabla indican que el biclaster 1 estd formado por genes cuyo
producto se localiza en el ntcleo y en orgdnulos sin membrana (la defini-
cién de orgdnulos sin membrana incluye los ribosomas, el citoesqueleto y los
cromosomas). Este bicltster fue obtenido por el EDA biclustering algorithm
y la Figura 3.16a muestra el perfil de expresién que representa. Tal y como
se puede ver, el bicluster 1 contiene genes sobre-expresados al principio del
ciclo celular y sub-expresados al final. Es clara la periodicidad de los niveles
de expresion de estos genes a lo largo de los dos ciclos celulares. El siguiente
biclaster que aparece referenciado en la Tabla 3.13 es el 2, el cual se obtuvo
también por medio del EDA biclustering algorithm. Las ORFs asociadas a este
bicltster presentan longitud media, una alta capacidad de reaccién y llevan a

cabo una funcién oxidorreductasa. El patrén de expresién representado por
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Tabla 3.13: Reglas que contienen biclusters.

Sop. | Conf. | FC Regla
0,0029 | 0,54 | 0,45 | bicluster =1 — GO = non-membrane-bound organelle
0,0033 | 0,61 | 0,45 bicluster =1 — GO = nucleus
0,0018 | 0,68 | 0,46 bicluster =2 — Long.gen = Medio
0,0022 | 0,80 | 0,74 bicluster =2 — C.reaccion = Alto
0,0012 | 0,43 | 0,40 bicluster =2 — GO = oxidoreductase activity
0,0039 | 0,65 | 0,5 bicluster =3 — GO = nucleus
0,0029 | 0,48 | 0,44 bicluster =3 — GO = DNA metabolism
0,0033 | 0,81 | 0,73 bicluster =4 — Long.gen = LOW
0,0036 | 0,89 | 0,85 bicluster =4 — G+ C =Alto
0,0037 | 0,90 | 0,89 | bicluster =4 — GO = non-membrane-bound organelle
0,0037 | 0,90 | 0,89 bicluster =4 — GO = biosynthesis
0,0037 | 0,90 | 0,87 bicluster =4 — GO = protein complex
0,0035 | 0,86 | 0,78 bicluster =4 — GO = organelle part
0,0035 | 0,86 | 0,85 bicluster =4 — GO = cytosol
0,0035 | 0,86 | 0,85 bicluster =4 — GO = structural molecule activity
0,0107 | 0,92 | 0,89 bicluster =5 — Long.gen = Alto
0,0073 | 0,63 | 0,41 bicluster =5 — C.reaccion = Medio
0,0019 | 0,71 | 0,69 bicluster =6 — Crom. =11
0,0017 | 0,64 | 0,61 bicluster = 6 — GO = macromolecule biosynthesis
0,0017 | 0,64 | 0,62 bicluster =6 — GO = cytosol
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Expression of genes Expression of genes

Expression Level
Expression Level

Samples Samples

(a) Bicluster 1 (b) Bicluster 2

Figura 3.16: Patrones de expresién representados por los biclusters 1y 2.

este grupo de genes se puede ver en la Figura 3.16b. Las siguientes dos reglas
de la Tabla 3.13 hacen referencia al bicluster 3, el cudl fue también obtenido
por el EDA biclustering algorithm. Las ORFs que aparecen en el bicluster 3
dan lugar a proteinas que llevan a cabo sus funciones en el nucleo y partici-
pan en el metabolismo de ADN. Tal y como se observa en la Figura 3.17a, se
puede confirmar la correspondencia entre el proceso bioldgico “metabolismo
de ADN” y el comportamiento de los genes que pertenecen a este grupo: es-
tos genes aparecen sobre-expresados en la fase S del ciclo celular (muestras
2-3 y 10-12) en las que tiene lugar la replicacién del ADN. Finalmente, se
muestran algunas relaciones referentes al bicluster 4 (Figura 3.17b). Dicho
bicluster fue obtenido en este caso mediante el Gene & Sample Shaving bi-
clustering algorithm. Representa ORFs cuya expresién varia de forma brusca
de sub-expresadas a sobre-expresadas cuando tiene lugar el cambio de ciclo
celular (puntos de tiempo 7 a 10). Las reglas de la tabla 3.13 relacionan el
bicluster 4 con ORFs cortas y con alto contenido en G+C, lo que ademas
concuerda con los resultados de la Seccién 3.5.1.

Las tultimas 5 reglas contienen patrones de expresion obtenidos del con-
junto de datos de Gasch et al. El bicluster 5 fue obtenido por el EDA bi-
clustering algorithm, mientras que el bicltster 6 fue obtenido por el Gene
& Sample Shaving algorithm (Figura 3.18). En este caso el conjunto de da-

tos lo forman una amplia variedad de experimentos y, por lo tanto, los bi-
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Expression of genes Expression of genes
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(a) Bicluster 3 (b) Bicluster 4

Figura 3.17: Patrones de expresién representados por los biclusters 3 y 4.

clasters obtenidos contienen columnas de experimentos muy diferentes. Por
ejemplo, el bicltster 6 representa el perfil de expresion de 74 genes bajo 15
condiciones experimentales que pertenecen a 9 conjuntos diferentes de ex-
perimentos. Los genes que pertenecen a este biclister son largos y tienden a
presentar una capacidad de reacciéon media. Finalmente, las ultimas tres re-
glas contienen el bicluster 6. Este bicluster resulta especialmente interesante
ya que comprende un elevado numero de variables (51) y presenta un perfil
de expresion muy claro. Las asociaciones encontradas describen los genes de
este grupo como pertenecientes al cromosoma II y anotados en los términos

macromolecule biosynthesis y cytosol.

3.5.5 Comparacion de los resultados crisp y difusos

Uno de los aspectos que se plantearon fue, si aplicando una metodologia
crisp, se obtendrian los mismos resultados que con la metodologia difusa
que se habia aplicado previamente. En los experimentos realizados, se obser-
varon diferencias entre los resultados difusos obtenidos y sus equivalentes
crisp. Para la extraccién de las reglas crisp, los dominios continuos se divi-
dieron en tres intervalos utilizando para ello los percentiles ps5 ¥ peg. Asi, se
obtuvieron dos conjuntos de reglas adicionales: uno por el método difuso y
otro por el método crisp. Se utilizaron los mismo umbrales para ambos méto-

dos: 0,004 para el soporte y 0,5 para la confianza y el FC. Asi, se obtuvieron
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Tabla 3.14: Resultado de los ANOVAs para comparar los resultados crisp y
difusos.

Medida de calidad p — value Media-Crisp || Media-Difusa

Soporte 1,80E — 018 0,0080 0,0073
Confianza 1,13E — 082 0,777 0,757
Factor de certeza 1,47E — 049 0,622 0,606

22893 reglas con el algoritmo difuso mientras que 27304 fueron generadas
por el algoritmo crisp.

En primer lugar, se compararon los valores de soporte, confianza y FC
de las reglas presentes en ambos conjuntos, encontrdndose que 11655 de las
reglas eran comunes a ambos métodos. Para determinar si los valores de las
medidas obtenidas presentaban alguna diferencia significativa, se llevaron
a cabo tres ANOVAs (Tabla 3.14). Como se puede observar, aparecen dife-
rencias significativas para las tres medidas. Estas variaciones eran esperadas,
dada la forma en que la metodologia difusa modela los limites entre etique-
tas adyacentes. Las medias de las medidas crisp son mayores que las de sus
correspondientes difusas, lo que indica que las medidas crisp tienden a ser
mayores que las difusas. Dado que se ha demostrado que las técnicas difusas
modelan de una forma mds adecuada los conceptos lingtiiisticos y mejoran el
tratamiento de los datos imprecisos, parece ser que el algoritmo crisp tiende
a proporcionar valores de calidad mayores de lo que realmente son, mostran-
do asi la necesidad de usar técnicas difusas.

En la Tabla 3.15 se muestran algunos ejemplos concretos de reglas que
ilustran la necesidad de utilizar metodologias difusas. Las reglas que apare-
cen en dicha tabla presentan valores de calidad que varian significativamen-
te entre la version crisp y difusa. Por ejemplo, los valores difusos de soporte,
confianza y FC de la primera regla de la Tabla 3.15 son considerablemente
menores que los equivalentes crisp. Este hecho se puede comprender ana-
lizando la Figura 3.19a. Dicha figura muestra cémo los genes anotados en

el término electron transport, se distribuyen a lo largo del dominio de la va-
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riable cantidad de proteina. Muestra asimismo, cémo se definen las etiquetas
lingiiisticas en el algoritmo difuso y crisp. Observando el histograma se puede
ver que aparecen muchos genes en el borde que separa las etiquetas Medio
y Alto. La mayoria de estos genes son considerados como Largos por el al-
goritmo crisp, mientras que son “un poco” Medios y “un poco” Largos en el
difuso. Esto lleva consigo que el algoritmo difuso cuente menos genes Largos
anotados en electron transport y que, por lo tanto, obtenga valores mas bajos
de soporte, confianza y FC. El mismo razonamiento es valido para las dos
reglas siguientes de la Tabla 3.15. Sus correspondientes graficos se muestran
en las Figuras 3.19b y 3.20a. En el caso de la dltima regla de la Tabla 3.15,
los valores de soporte, confianza y FC son ligeramente mayores en la versién
difusa que en la version crisp. Observando la Figura 3.20b, se puede apreciar
que muchos de los genes localizados en el cromosoma 16, presentan valores
de longitud del intergénico en el limite que divide los conjuntos Medio-Bajo
y Medio-Alto. En este caso, el conjunto difuso Medio no sélo incluye “comple-
tamente” (es decir, grado de pertenencia 1) casi todos los genes que estan
incluidos en el conjunto crisp Medio, sino que ademds aparecen muchos ge-
nes que pertenecen a él con un menor grado de pertenencia y que no estan
incluidos en el conjunto crisp. Esto provoca un incremento en el valor del
soporte difuso, ya que el nimero de genes localizados en el cromosoma 16
es el mismo en el algoritmo difuso y en el crisp. Dado que incrementa el nu-
mero de genes del cromosoma 16 que tienen longitud de intergénico Medio,

los valores de confianza y FC también aumentan.
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Tabla 3.15: Algunas de las reglas obtenidas con el algoritmo crisp y difuso.

Sop. Sop Conf. || Conf || FC FC Regla de
Crisp. Dif Crisp. || Dif || Crisp || Dif asociacion
electron transport —
0,0039 || 0,0030 || 0,70 0,53 || 0,60 | 0,43
— C.proteina = Alto
snoRNA binding —
0,0044 || 0,0036 1 0,81 1 0,75
— C.reaccion =Alto
bicluster =5 —
0,0055 || 0,0044 || 0,71 || 0,56 || 0,58 || 0,41
— C.reaccion = Alto
Crom.=16 —
0,0032 || 0,038 0,39 0,48 || 0,09 || 0,12

Long.interg.= Medio
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Figura 3.19: Comparacién entre los resultados crisp y difuso.
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3.6 Conclusiones

En este trabajo se ha propuesto una metodologia para la integracion y el
andlisis de informacién biolégica heterogénea. El principal aspecto de esta
metodologia consiste en el uso de una version difusa del algoritmo de ex-
traccion de reglas de asociacion TD-FP-Growth. Se ha construido y utilizado
un conjunto de datos basado en el genoma de la levadura para validar la
metodologia propuesta.

Los resultados revelan interesantes asociaciones entre diversas caracteris-
ticas estructurales y funcionales del genoma de la levadura, muchas de ellas
en concordancia con trabajos previos en este drea. De esta forma, se demues-
tra que la metodologia es util para obtener asociaciones interesantes y fiables,
las cuales podrian servir como hipétesis para una posterior validacién en el
laboratorio. Asimismo, las reglas de asociacién difusas han mostrado ser una
herramienta intuitiva para describir relaciones biolédgicas utilizando etique-
tas lingiiisticas y unos pocos parametros facilmente interpretables (soporte,
confianza y factor de certeza).

Los resultados evidencian la importancia de utilizar técnicas que modelen
los limites de una manera mas realista a como lo hacen las técnicas cldsicas
crisp. La definicién apropiada de los conceptos introducidos en el analisis
es crucial, ya que determina la interpretaciéon que se hard de los resultados.
Asimismo, la presencia de ruido e imprecision en los datos biolégicos hace
mas necesario aun utilizar definiciones difusas de estos conceptos y aplicar

sobre ellos técnicas de Soft Computing.



CAPITULO

Relaciones entre perfiles de
expresion y factores de prondstico

en cancer de mama

4.1 Introduccion

La experimentacién llevada a cabo en el Capitulo anterior proporcioné gran
cantidad de informacién acerca del rendimiento de la metodologia, tanto en
términos del tamafio del conjunto de datos que es capaz de manejar, como
en valores que se pueden esperar de las medidas de calidad, o el tipo de
reglas que se desean obtener (por ejemplo, el tamafio maximo de las reglas
que podrian ser de interés). En este capitulo se presenta una aplicacion de la
metodologia desarrollada en el capitulo anterior al estudio del cancer de ma-
ma. Los resultados muestran una gran cantidad de asociaciones interesantes,
muchas de ellas en concordancia con bibliografia previa y otras que podrian

dar lugar a nuevos marcadores en el cdncer de mama.

Motivacion

El cdncer de mama es un problema de salud publica de gran importancia.

Se trata del segundo cancer mds comun en el mundo (una de cada ocho

133
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mujeres lo padece), y de la quinta causa mas comun de muerte por cancer.
Su alta incidencia y mortalidad lo han convertido en el centro de atencién
de gran cantidad de investigaciones. Sin embargo, no se sabe aun por qué
algunas personas (principalmente mujeres) desarrollan el cancer de mama.
La etiologia del cancer de mama es atn hoy desconocida, aunque se sabe
que las hormonas, factores genéticos y condiciones ambientales tienen un
papel principal en su desarrollo [133]. De hecho, las nuevas tecnologias es-
tan permitiendo entender e identificar algunos de los factores de prondstico
en el cancer de mama. Es mas, hasta ahora no ha existido nunca tanta in-
formacion disponible que permita estudiar esta enfermedad. Sin embargo,
transformar esta ingente cantidad de datos biomédicos en informacién util
no es una tarea trivial en absoluto.

Tal y como se comentd previamente, existen una gran variedad de fac-
tores de prondstico asociados al cdncer de mama (estadio del tumor, esta-
do del HER2, estado de los receptores hormonales, etc.). Ademads, se han
descrito distintos subtipos de tumores basdndose en su perfil de expresiéon
[197, 206, 233, 234, 235]. No existe sin embargo, al menos hasta donde
nosotros conocemos, ninguin otro trabajo que estudie las relaciones entre la
expresion del genoma completo y los factores de prondstico en el cdncer de
mama. Es mas, en el reciente trabajo de Sims [227], se insta a la comunidad
cientifica a investigar los vinculos existentes entre la expresion de los genes
y el estado de los factores de prondstico conocidos. Los avances en este sen-
tido, podrian mejorar los tratamientos que se aplican a pacientes cuyo tumor

presenta un prondstico poco claro [227].

Propuesta

En este contexto, se propone aplicar la metodologia desarrollada en el capi-
tulo anterior, para desvelar relaciones entre patrones de expresion y factores
de prondstico en el cancer de mama. Asi, se ha creado una base de datos
que integra informacion de los principales factores de prondstico en cancer
de mama y datos de expresion del genoma completo. En este nuevo estu-
dio se dispone de un conjunto de datos de caracteristicas similares al del

capitulo anterior: grandes dimensiones, datos heterogéneos, imprecision e
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incertidumbre en los mismos. Aunque presenta algunas particularidades des-
tacables que se comentardn posteriormente, las reglas de asociacion difusas

son, por tanto, una herramienta adecuada para llevar a cabo el estudio.

4.2 El cancer

En un organismo pluricelular cada célula actia de manera socialmente res-
ponsable, dividiéndose, manteniéndose quiescente, diferencidndose o mu-
riendo cuanto sea necesario para el bien del organismo. En el cuerpo hu-
mano, formado por mds de 10'* células, debido al propio proceso de replica-
cion celular, miles de millones de estas células sufren mutaciones cada dia. Lo
mas peligroso, es que una mutacion de este tipo puede proporcionar a una cé-
lula una ventaja selectiva, permitiendo que se divida mas vigorosamente que
sus vecinas y convirtiéndose en un clon mutante en crecimiento. Cualquier
mutacion que origine un comportamiento no altruista arriesgara el futuro de
un organismo. Ciclos repetidos de mutaciones, competicién y selecciéon na-
tural que acttian dentro de una poblaciéon de células somadticas provocaran
problemas que empeoraran con el tiempo. Estos son los ingredientes basicos
del cancer. Asi, se puede establecer una lista de comportamientos generales

clave en las células cancerosas:

e Ignorar las sefiales internas y externas que regulan la proliferacion celu-

lar.

e FEvitar la muerte programada o apoptosis. El numero de células se en-
cuentra regulado no sélo por los controles de proliferacion celular, sino
también por el ritmo de la muerte celular. Aquellas células que ya no
son necesarias, se autoeliminan activando un programa intracelular de
muerte, llamado muerte celular programada o apoptosis. Si se generan
demasiadas células, la tasa de apoptosis aumenta equilibrando esta su-
perproduccién. Una de las propiedades mds importantes de las células

cancerosas es que han perdido esta capacidad de “suicidarse”.

e Sortear las limitaciones programadas para la proliferacion, eludiendo la

senescencia replicativa y evitando la diferenciacion. En promedio, cada
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divisién normal de una célula madre genera una célula madre hija y
una célula que estd condenada a la diferenciacién terminal y a la sus-
pension de la divisidn celular. Por tanto, para que una célula madre
transformada genere un clon de progenie en crecimiento constante, es
necesario que las pautas bdsicas estén alteradas: o bien las células ma-
dre fracasan en la produccién de una célula que no sea célula madre
en cada division, o bien el proceso de diferenciacién estd descontrolado
de manera que las células hijas retienen cierta capacidad de dividirse
indefinidamente. Ademads, la mayoria de las células humanas sélo rea-
lizan un namero limitado de divisiones celulares, proceso conocido co-
mo senescencia replicativa. Muchas células cancerosas eluden este tipo

de autolimitacién de la proliferacion celular.

e Ser genéticamente inestables. La inmensa mayoria de los cdnceres hu-
manos presentan tasas de mutacién sumamente elevadas, por lo que
se dice que son genéticamente inestables. Aunque la inestabilidad ge-
nética afecta a la salud celular, podria proporcionarle a la célula pro-
piedades adicionales o cambios que induzcan mutaciones adicionales
que le confieran algun tipo de ventaja competitiva. Parece que existe
este nivel “6ptimo” de inestabilidad genética para el desarrollo del cdn-
cer, transformando una célula lo suficiente como para que evolucione

peligrosamente, pero no tanto como para que muera.

e Tener capacidad invasiva o capacidad de generar metdstasis, lo que im-
plica, generalmente, la habilidad de liberarse y entrar en el torrente

sanguineo o en los vasos linféticos.

e Sobrevivir y proliferar en entornos ajenos, pudiendo asi formar tumores

secundarios o metdstasis en otros lugares del cuerpo.

4.2.1 El cancer de mama

Esta enfermedad puede definirse como la proliferaciéon acelerada, desorde-
nada y no controlada de células pertenecientes a distintos tejidos de una
glandula mamaria. La etiologia del cancer de mama aun hoy es desconoci-

da, no obstante se sabe que las hormonas, factores genéticos y ambientales,
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desempefian un importante papel en su apariciéon y desarrollo [133]. A me-
dida que se van conociendo mejor los factores pronésticos de la enfermedad,
se puede ir identificando el riesgo particular de cada caso de cdncer de ma-
ma, lo que estd ayudando a seleccionar el tratamiento mas adecuado para
cada paciente. De hecho, gracias a los avances de la Biologia Molecular, se
estan identificando cudles son los factores prondsticos de la enfermedad en
un paciente concreto, y por eso cada vez se tiende mads a realizar tratamientos

individualizados.
El cancer de mama metastatico estd asociado con factores de riesgo, tales

como nddulos axilares linfoides! afectados, ausencia de receptores de estré-
genos y progesterona, incremento de la fase S del ciclo celular, grado nuclear
elevado?, estadio avanzado y sobre-expresién del oncogen® HER2 [229]. Esta
sobre-expresion se ha observado en el 25% — 30 % de los tumores de mama
y se correlaciona con la ausencia de receptores estrogénicos y de progestero-
na [230, 294]. Ademas, el procedimiento rutinario de diagndstico del cancer
de mama incluye la determinacion del estado de otros biomarcadores tales

como el ki67 6 el p53.

Etapas del tumor

Para poder determinar el tratamiento mds adecuado del cdncer de mama,
es importante conocer en qué fase se encuentra el tumor. El sistema que
con mayor frecuencia se emplea para su clasificacién es el TNM. Estas siglas
hacen referencia a tres aspectos del cancer: la T se refiere al tamafio del
tumor, la N a la infiltraciéon de los ganglios linfaticos y la M a la afectacién
metastdsica o no de otros 6rganos. En funcién de estos aspectos, el cancer de

mama se agrupa en las siguientes etapas o estadios:

IN6dulos o ganglios linfaticos: estructuras en forma de alubia que ayudan a filtrar el
exceso de fluidos, bacterias, y los subproductos de las infecciones. La mayoria de los no-
dulos linféticos estan agrupados en areas especificas del cuerpo, como la boca, la nuca, el
antebrazo, la axila y la ingle.

2Grado nuclear: evaluacién del tamafio y la forma del niicleo de las células tumorales y
del porcentaje de las células tumorales que estdn en proceso de multiplicarse o crecer. Los
canceres de grado nuclear bajo crecen y se diseminan mds lentamente que los cdnceres de
grado nuclear alto.

30ncogén: versién mutada/desregulada de cualquier gen normal que favorece la proli-
feracion, inhibe la apoptosis, o potencia la invasividad o capacidad metastasica.
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Figura 4.1: Esquema de una mama.

e Estadio 0. Son lesiones precursoras, incluidas el carcinoma® in situ. Las
células tumorales estdn localizadas exclusivamente en la pared de los

lobulillos® o de los conductos® (Figura 4.1).

e Estadio 1. El tamafio del tumor es inferior a dos centimetros. No hay

afectacion de ganglios linfaticos ni metastasis a distancia.

e Estadio 2. Tumor entre 2 y 5 centimetros, con o sin afectacion de gan-

glios axilares.

e Estadio 3. El tumor afecta a ganglios axilares y/o piel y pared toracica

(musculos o costillas).

e Estadio 4. El cdncer se ha diseminado, afectando a otros érganos como

hueso o higado.

HER2(receptor-2 del factor de crecimiento epidérmico humano)

El oncogén HER2, también conocido como c-erbB2, se encuentra localizado

en el cromosoma 17g21.17 y codifica una proteina que desempefia un papel

4Carcinoma: cancer que deriva de células epiteliales.

SLobulillos: glandulas productoras de leche.

Conductos: pequefios tubos que llevan la leche de los lobulillos al pezén

7El 17 indica el cromosoma. El resto de valores indican la posicién en el cromosoma. El
centromero divide al cromosoma en dos partes: el brazo corto (p) y el brazo largo (q). Los
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importante en el crecimiento y el desarrollo de las células epiteliales, como es
el caso de las gldandulas mamarias. En cada célula normal hay dos copias del
gen HER2 (una por cada cromosoma 17) y aproximadamente 50.000 copias
de la proteina en la superficie celular, mientras que en una célula tumoral se
pueden encontrar mas de dos copias del gen y mas de 1 millén de copias de la
proteina en la superficie celular, favoreciendo la formacién de heterodimeros
de HER2 y convirtiendo a la célula en extremadamente sensible a factores de
crecimiento [229, 228].

La sobre-expresion de HER2 se ha observado en el 25% — 30% de los
tumores de mama. En la mayoria de los casos esta sobre-expresién de la
proteina refleja amplificacién® del gen HER2, aunque en el 3% — 7% de los
casos la sobre-expresién puede ocurrir en ausencia de amplificacidon génica,
posiblemente debido, entre otras causas, a una polisomia® del cromosoma
17 [230, 270, 288]. Asi, la importancia de la determinacién del estado de
HER2 radica en que aquellos pacientes que tienen cancer de mama con am-
plificacion de HER2 presentan menor supervivencia [229, 228, 204, 223],
una velocidad de crecimiento tumoral elevada, un riesgo mayor de recurren-
cia tras la cirugia y una respuesta pobre al tratamiento quimioterapéutico
convencional [210].

1'° humani-

Desde hace unos afios se dispone de un anticuerpo monoclona
zado llamado trastuzumab (Herceptin(r)), que es capaz de bloquear de ma-
nera especifica la accion del oncogen HER2 [53]. Este hecho interrumpe las

sefiales de transduccién'!, inhibiendo principalmente la proliferacién de las

numeros tras las letras representan la posicién sobre el brazo: banda 2, sub-banda 1, y, tras
el punto, sub-sub-banda 1. Las bandas son visibles bajo el microscopio cuando el cromosoma
estd adecuadamente tefiido. Cada banda se numera empezando por 1 por la més cercana al
centrémero. Sub-bandas y sub-sub-bandas son visibles a altas resoluciones.

8Se dice que hay amplificacién de un gen cuando aparecen mds de una copia de dicho
gen por cromosoma.

°La polisomia se define como la ocurrencia de tres o mds copias de un cromosoma, en
este caso, el cromosoma 17.

10Los anticuerpos monoclonales son proteinas que reconocen especificamente y se unen
a otras proteinas unicas del organismo llamadas antigenos. Trastuzumab se une selectiva-
mente a la proteina del HER2.

La transduccién de sefial es el conjunto de procesos o etapas que ocurren de forma
concatenada por el que una célula convierte una determinada sefial o estimulo exterior, en
otra sefial o respuesta especifica.
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células que sobre-expresan HER2. En los tumores de mama HER2 positivos
serfa 1égico esperar una buena respuesta al trastuzumab, sin embargo sé6lo
entre un 20 % y un 30 % de estos pacientes responden al tratamiento satisfac-
toriamente [182]. Este hecho pudiera ser debido a la apariciéon de diversos
mecanismos de resistencia, tales como la pérdida de expresiéon de HER2 en
la superficie celular, activacidon de vias alternativas u otros mecanismos mo-
leculares ain hoy poco conocidos [182]. No obstante, la administracién de
trastuzumab en el cdncer de mama metastatico reduce el riesgo de muerte
en un 30% [231].

Por todo ello, la deteccién del estado de HER2 forma parte del diagnos-
tico anatomopatoldgico rutinario del cancer de mama [288]. No obstante,
aun hoy no existe un consenso sobre cual es el método mds adecuado para
determinar el estado del HER2.

Deteccion del estado de HER2

Existen varios procedimientos analiticos para abordar el estudio de HER2 a
diferentes niveles (ADN, ARNm y proteina) aunque los mas utilizados son
las técnicas inmunohistoquimicas (IHC) y la hibridacién in situ fluorescente
(FISH). Existe un gran debate sobre cual es el mejor procedimiento para
testar HER2, debido a diferencias en la fiabilidad y coste de las técnicas de
IHC y FISH y a la ausencia de una referencia estdndar.

La THC mide el nivel de expresiéon de la proteina HER2 en tanto que
FISH demuestra el grado de amplificacién del gen. Generalmente, hay una
relacion entre sobre-expresion y amplificacién aunque existen casos excep-
cionales que no cumplen esta regla. Se considera preferible FISH si bien,
como consecuencia de la concordancia entre los resultados obtenidos de IHC
y FISH y por razones précticas, se tiende a hacer un cribado previo con IHC
y s6lo en los casos dudosos se lleva a cabo FISH [25, 32, 80]. No obstante,
varios estudios sugieren que esta estrategia no es coste-efectiva debido a que
el trastuzumab sélo es beneficioso en pacientes FISH positivos (es decir, con
amplificacion de HER2) [171, 222]. A continuacidn se incluyen unos breves

comentarios sobre ambos procedimientos.
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Tabla 4.1: Interpretacion de los resultados de IHC.

Escala || Resultado Visualizacion
) Tincién de cualquier intensidad en
0 Negativo
menos del 10% de las células
. Tincién incompleta de la membrana
1 Negativo
en mds de un 10% de las células
Tinciéon completa, débil o moderada
2 Positivo de la membrana en mas del 10%
de las células
Tinciéon completa e intensa de la
3 Positivo membrana en mds de un 10%
de las células

Inmunohistoquimica (IHC)

Se denomina asi a un grupo de técnicas de inmunotinciéon que permiten
mostrar una variedad de antigenos presentes en las células o tejidos, utili-
zando anticuerpos especificos y sistemas de visualizacién no fluorescentes.
Estas técnicas se basan en la capacidad de los anticuerpos de unirse especifi-
camente a los correspondientes antigenos. Asi, mediante la inmunohistoqui-
mica de HER2, se identifican pacientes con cdncer de mama, que presentan
una sobre-expresion de la proteina HER2. La visualizacién se consigue con
reactivos unidos a un cromégeno que permite realizar posteriormente la in-
terpretaciéon con un microscopio éptico. Los resultados del test se presentan
como 0, +1, +2 6 +3, dependiendo de la intensidad de la tincién, la pro-
porcion de membrana tefiida y la proporcién de células tefiidas (Tabla 4.1).
Los tumores con un grado de +3, segtn el test IHC, se consideran HER2
positivos. Los tumores de grado +2 se consideran en el limite, y los 0 y +1

negativos.

Hibridacion in situ fluorescente (FISH)
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Técnica que utiliza moléculas fluorescentes, fluorocromos, para localizar
genes o fragmentos de ADN. Consiste en preparar cortas secuencias de ADN
de una sola hebra, llamadas sondas, que son complementarias de las secuen-
cias de ADN que se quieren estudiar. Estas sondas se marcan con fluorocro-
mos y posteriormente se hibridan o unen al ADN complementario, permitien-
do localizar las secuencias en las que se encuentran. Se aplica sobre cortes de
tejido o extensiones citoldgicas y se observa la fluorescencia al microscopio

de epifluorescencia con filtros especificos.

El método FISH detecta la amplificacién del gen y no el nivel de expresiéon
de la proteina HER2, como sucede en IHC. La anotacion se realiza calculan-
do el cociente entre el nimero de sefiales de HER2 por célula, por lo que es
un procedimiento semicuantitativo. Valores mucho mayores que dos se con-
sideran indicativos de amplificacién de HER2, mientras que se recomienda
repetir el ensayo cuando se obtienen cocientes de entre 1,8 y 2,2 [120].

Se ha observado que pacientes HER2 positivos (IHC+3) presentan una
supervivencia menor que los 0, +1 y 42, no existiendo diferencias signifi-
cativas entre los otros grupos [192]. Sin embargo, entre las mujeres IHC+2
e IHC+3 el prondstico es peor en las FISH positivas que en las negativas.
Tampoco se han encontrado diferencias en la supervivencia global al realizar
FISH en pacientes IHCO e IHC1 y clasificarlos como positivos o negativos.
Estos datos muestran que los resultados obtenidos por FISH son un factor

pronoéstico a considerar.

Biomarcadores adicionales

Tal y como se comentd anteriormente, existen otros biomarcadores que for-
man parte del diagndstico clinico rutinario del cdncer de mama. Por ejemplo,
la deteccién del estado de los receptores hormonales (RE y RP) es fundamen-
tal, ya que aquellos tumores con ausencia de estos receptores presentan un
mal prondstico, dado que estos pacientes no pueden recibir la terapia hor-
monal [85]. Por tanto, dichos pacientes tienen que recibir un tratamiento
tradicional de quimioterapia [105]. Otro marcador importante es el p53. La

presencia de alteraciones en este gen se asocia también a un mal prondstico.
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Esto se debe a que una de las funciones principales del p53 es evitar que las
células con dafio en su ADN entren de nuevo en el ciclo celular. Si el gen p53
es alterado y pierde su funcidn, las células con ADN dafiado contintan re-
produciéndose. Finalmente, el antigeno nuclear ki67 es un marcador de pro-
liferacion expresado por las células en todas las fases proliferativas del ciclo
celular (G1, S, G2, M) [96]. Los anticuerpos ki67 son ttiles para establecer
la fraccién de células en crecimiento del tumor. Los tumores que presentan
una rapida proliferacion estan asociados también a un mal prondstico [43].

El estado de todos estos marcadores se determina normalmente mediante
técnicas inmunohistoquimicas. La expresidn del p53 y del ki67 se evalta de
acuerdo a la proporcién de nucleos tefiidos en el tumor. El estado del p53 se
considera negativo si esta proporcidon es menor que el 5%. El umbral para el
marcador ki67 se sitia alrededor del 10 %. En el caso de los receptores hor-
monales, el estado se determina mediante el indice de Allred [14, 15]. Este
indice evalua la proporcion de célula tefiida y la intensidad de la tincién. Se
calcula de acuerdo a la suma de la proporcién de célula tefiidas (PS, propor-
tion score) y su intensidad (IS, Intensity score). PS oscila entre O (ninguna
célula tefiida) y 5 (entre 2/3 y el 100% de células tefiidas). IS oscila entre 0
(tincién negativa) y 3 (tincion fuerte). Valores de este indice por encima de

3 se consideran positivos.

4.3 Construccion de la tabla de datos

Los datos utilizados en este capitulo fueron proporcionados por uno de los
centros espafioles para la deteccién del estado del HER2, el Hospital Univer-
sitario Virgen de las Nieves de Granada. Se registraron datos de expresion,
estadio del tumor y estado de marcadores histolégicos e inmunohistoquimi-
cos de 58 muestras de tejido. Por otra parte, se obtuvo informacidn clinica de
otros 2751 pacientes con cdncer de mama diagnosticados entre Septiembre
de 2001 y Diciembre de 2007. De esta forma, se llevaron a cabo dos andlisis
por separado: en el primero, se realizé un andlisis exploratorio de los datos
clinicos obtenidos de los 2751 pacientes. En el segundo, se llevé a cabo el

andlisis principal de este trabajo, el cual comprende el estudio de las relacio-
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nes entre datos de expresién y factores de prondstico en las 58 muestras de

tejido mencionadas anteriormente.

4.3.1 Estado del HER2

El estado del gen HER2 se evalué mediante los andlisis IHC (analisis inmu-
nohistoquimico) y FISH (fluorescence in situ hybridization) de las muestras.
Tal y como se explicé anteriormente, el IHC viene dado en forma de escala
cualitativa de 0 a 3 que depende de la tincién de las células. La tincion del
citoplasma se considerd no especifica. La aparicidon de un patrén heterogéneo
de tincién en diferentes dreas del mismo tumor se considerd asimismo como
una variable adicional en el estudio.

Los resultados obtenidos mediante FISH proporcionan el cociente de se-
flales de HER2 entre el numero de sefiales de centrémeros de cromosoma 17
(CEP17). Aquellos tumores con una proporcion de Her2:CEP17 > 2 : 2 se
consideraron positivos para la prueba de amplificacion del gen. Asimismo, el
test FISH permitié determinar el numero de copias del cromosoma 17, por
lo que se incluyé una variable mds en el estudio indicando la aparicién de

polisomia para el cromosoma 17.

4.3.2 Otros datos inmunohistoquimicos

El estado de los receptores de estrégenos y progesterona (RE, y RP respecti-
vamente) se determiné mediante el indice de Allred [14, 15]. Valores de este
indice mayores o iguales a 3 se consideraron positivos.

La expresién de los marcadores p53 y ki67 se evalué de acuerdo con la
proporcion de nucleos tefiidos en células tumorales. Respecto al p53, valores
superiores al 5% se consideraron positivos. En cuanto al ki67, se definieron
dos conjuntos difusos tal y como muestra la Figura 4.2, ya que los porcentajes
alrededor del 10% se encuentran en el limite entre los casos positivos y

negativos.
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NEGATIVO POSITIVO

Grado de pertenencia

O 1 1 1 1
0 5 10 15 20

Proporcién de ntcleos teiiidos

Figura 4.2: Definicién de dos conjuntos difusos para el marcador ki67

4.3.3 Datos de microarrays

Se extrajo ARN de 54 tejidos tumorales y 12 tejidos de mama normal utili-
zando Trizol (Invitrogen, Carlsbad, CA). Tras el control de calidad utilizando
Bioanalyzer (Agilent 2100), los ARNs se amplificaron, etiquetaron y final-
mente se hibridaron en microarrays de genoma completo GeneChip U133

plus 2.0 de acuerdo con el protocolo marcado por Affymetrix.
Tras este proceso se obtuvieron los valores de expresién para las 66 mues-

tras. Tal y como se comenté en la Seccién 2.2.2, todo el proceso de experi-
mentacion con los microarrays introduce de forma inevitable muchas fuentes
de error. Por ello se hace imprescindible aplicar un procedimiento de norma-
lizacién. Dado que no existe ningtin método de normalizacién mejor que el
resto en todas las circunstancias (Seccion 2.2.2), se comprobé la bondad de
la normalizacién obtenida mediante diversos métodos: MAS 5.0 [1], RMA
[130] y GCRMA [282]. De acuerdo con las graficas MVA, los diagramas de
cajas y los histogramas, se estim6 que el método de normalizacién RMA era
el mas apropiado para normalizar las intensidades (Seccidn 4.3.3). Seguida-

mente se describe brevemente dicho método.

Robust Multiarray Analysis (RMA)

Como ya se ha comentado, el proceso de normalizacién comprende diferen-

tes etapas: correccion de fondo, normalizacién y agregacidn. A continuacién
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se describen de forma breve las estrategias llevadas a cabo en cada una de
estas etapas por la metodologia RMA.

Correccion de fondo Se utiliza una correccién no-lineal basada en la dis-
tribucidn de las intensidades de las sondas PM. La idea consiste en modelar
la intensidad observada S como la suma de una intensidad verdadera X, que
sigue una distribuciéon exponencial (y por tanto positiva), y una sefial de

ruido aleatorio Y, que sigue una distribuciéon normal:

signal noise observed

X S

_F

density
density
density

De esta forma, dado un valor s de la sefial S, éste es sustituido por el valor
de la esperanza de X dado s, es decir, por E(X|S =s).
Normalizacion
El método RMA lleva a cabo la normalizacion por cuantiles [38]. El obje-
tivo consiste en lograr que la distribucion de las intensidades de todos los
arrays del experimento sea la misma. Esto se consigue mediante un sencillo
procedimiento de tres pasos que se describen a continuacion:
1. Dada una matriz de expresion X, de p filas (genes) y n columnas
(arrays), se ordenan los elementos de cada columna. Asi, en la Tabla
4.2 se recogen los datos de expresién antes de ser ordenados. La Tabla

4.3 contiene los datos ya ordenados por columnas.
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Tabla 4.2: Ejemplo de datos de expresion sin normalizar.
Gen Al A2 A3 A4 A5 A6 A7
Sondal 10,002 || 10,126 || 10,377 || 9,332 || 9,640 || 10,511 || 9,030
Sonda?2 7,393 6,483 8,215 || 6,697 || 6,677 || 6,971 || 6,970
Sonda3 6,428 5,659 7,692 || 6,866 || 5,957 || 5,488 || 5,973
Sonda4 7,592 8,744 8,707 || 7,842 || 7,926 || 7,219 || 8,365
Sondas 3,363 3,291 3,723 3,181 || 3,212 3,138 3,128
Sonda6 9,356 9,722 9,424 | 7,783 || 8,216 || 7,808 || 7,793
Sonda7 5,276 7,512 5,790 5,324 || 4,991 5,028 5,279
Sonda8 4,142 4,030 4,389 || 4,631 || 4,314 || 4,222 || 4,633
Sonda9 || 10,357 || 10,123 || 10,311 || 7,509 || 8,769 || 6,444 || 8,247
SondaloO || 4,272 || 4,161 || 4,160 || 3,805 || 3,879 || 3,849 || 4,192
Tabla 4.3: Columnas de la Tabla 4.2 ordenadas.
Al A2 A3 A4 A5 A6 A7

10,357 || 10,126 || 10,377 || 9,332 || 9,640 || 10,511 || 9,030

10,002 || 10,123 || 10,311 || 7,842 || 8,769 || 7,808 || 8,365

9,356 9,722 9,424 || 7,783 || 8,216 || 7,219 || 8,247

7,592 8,744 8,707 || 7,509 || 7,926 || 6,971 || 7,793

7,393 7,512 8,215 || 6,866 || 6,677 || 6,444 || 6,970

6,428 6,483 7,692 || 6,697 || 5,957 || 5,488 || 5,973

5,276 5,659 5,790 5,324 || 4,991 5,028 5,279

4,272 4,161 4 389 4,631 || 4,314 4,222 4,633

4,142 || 4,030 | 4,160 || 3,805 || 3,879 || 3,849 | 4,192

3,363 3,291 3,723 || 3,181 || 3,212 || 3,138 | 3,128
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Tabla 4.4: Media por columnas de la Tabla 4.3.

Al A2 A3 A4 A5 A6 A7 Media

10,357 || 10,126 || 10,377 || 9,332 || 9,640 || 10,511 || 9,030 || 9,910

10,002 || 10,123 || 10,311 || 7,842 || 8,769 || 7,808 || 8,365 | 9,032

9,356 9,722 9,424 | 7,783 || 8,216 || 7,219 || 8,247 || 8,567

7,592 8,744 || 8,707 | 7,509 || 7,926 || 6,971 || 7,793 || 7,892

7,393 7,512 8,215 || 6,866 || 6,677 || 6,444 || 6,970 || 7,154

6,428 6,483 7,692 || 6,697 || 5,957 || 5,488 | 5,973 || 6,388

5,276 5,659 5,790 || 5,324 || 4,991 || 5,028 || 5,279 || 5,335

4,272 4,161 4,389 || 4,631 || 4,314 || 4,222 || 4,633 || 4,375

4,142 4,030 4,160 || 3,805 || 3,879 || 3,849 || 4,192 || 4,008

3,363 3,291 3,723 || 3,181 || 3,212 || 3,138 || 3,128 || 3,291

2. Se calcula la media por filas de la nueva matriz ordenada (Tabla 4.4)
y se sustituyen los valores de cada fila por la media correspondiente
(Tabla 4.5).
3. Finalmente, se reordena la matriz obtenida de forma que cada valor
ocupe la posicion que ocupaba inicialmente (Tabla 4.6).
Agregacion
En esta etapa se agregan las intensidades de las sondas de cada conjunto de
sondas, de forma que se obtenga una séla medida de expresion para cada
gen. Irizarry et al. consideran que, para cada conjunto de sondas n, las inten-
sidades de las sondas PM una vez ajustado el ruido de fondo, normalizadas

y transformadas a escala logaritmica, siguen un modelo lineal aditivo:

Yijn = Uin + ajn + 8ijn5 i= 1, I, J = 1, ...,J, n= ]., ...,N,
donde:
e ] es el numero de arrays,

e J es el namero de sondas del conjunto de sondas,
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Tabla 4.5: Sustitucién de los valores de cada fila por las medias de la Tabla

4.4.

Al

A2

A3

A4

A5

A6

A7

9,910

9,910

9,910

9,910

9,910

9,910

9,910

9,032

9,032

9,032

9,032

9,032

9,032

9,032

8,567

8,567

8,567

8,567

8,567

8,567

8,567

7,892

7,892

7,892

7,892

7,892

7,892

7,892

7,154

7,154

7,154

7,154

7,154

7,154

7,154

6,388

6,388

6,388

6,388

6,388

6,388

6,388

5,335

5,335

5,335

5,335

5,335

5,335

5,335

4,375

4,375

4,375

4,375

4,375

4,375

4,375

4,008

4,008

4,008

4,008

4,008

4,008

4,008

3,291

3,291

3,291

3,291

3,291

3,291

3,291

Tabla 4.6: Reordenacion de los valores de la Tabla 4.5.

Gen

Al

A2

A3

A4

A5

A6

A7

Sondal

9,032

9,910

9,910

9,910

9,910

9,910

9,910

Sonda2

7,154

6,388

7,154

6,388

7,154

9,910

7,154

Sonda3

6,388

5,335

6,388

7,154

6,388

6,388

6,388

Sonda4

7,892

7,892

7,892

9,032

7,892

8,567

9,032

Sonda5

3,291

3,291

3,291

3,291

3,291

3,291

3,291

Sondab6

8,567

8,567

8,567

8,567

8,567

9,032

7,892

Sonda7

5,335

7,154

5,335

5,335

5,335

5,335

5,335

Sonda8

4,008

4,008

4,375

4,375

4,375

4,375

4,375

Sonda9

9,910

9,032

9,032

7,892

9,032

7,154

8,567

SondalO

4,375

4,375

4,008

4,008

4,008

4,008

4,008
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e N es el numero de conjuntos de sondas,

e u, representa una medida de la expresion del gen en el array i en escala

logaritmica,
e a; representa el efecto de la sonda concreta,

e ¢;;, representa una variabilidad residual, es decir, el error.

Para ajustar los pardmetros de este modelo se utiliza el algoritmo median-
polish [121], el cuél es especialmente robusto frente a valores atipicos (outliers).
Se trata de un procedimiento iterativo que opera sobre la matriz de expre-
sién, sustrayendo alternativamente la mediana por filas y la mediana por
columnas. Las iteraciones contintian hasta que se alcanza la convergencia
0 se supera un numero de iteraciones maximo. Por lo general, el proceso

converge rdpidamente en 3 6 4 iteraciones.

Eliminacidon de muestras atipicas ( outliers)

El tnico procedimiento existente para confirmar la bondad de la normali-
zacion obtenida, consiste en el estudio de diferentes graficos que muestran
ciertas propiedades de las intensidades. En primer lugar, se obtuvieron las
llamadas graficas MVA para cada array (Figura 4.3). El acrénimo hace refe-

rencia a M vs A, donde M y A se definen como:

M =log,(I,) —log,(I,)

A= log,(I1) + Log,(15)

5 )
donde I, representa la intensidad del array estudiado, mientras que I, re-
presenta la intensidad de un “pseudo”-array construido como la mediana de
todos los arrays. Asi, se espera que los puntos de la gréfica se concentren a
lo largo del eje M = 0, no debiendo aparecer ninguna tendencia que indique
que la media de M varia en funcién de A. Tal y como se puede observar en
la Figura 4.3, la mayor concentracion de datos aparece en el eje M = 0, no

aprecidndose otra tendencia en la gran mayoria de los arrays. Sin embargo,
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se observan algunos arrays que se desvian del comportamiento deseado, ta-
les como el 13, 14, 30, 44 y otros, lo que indica que que dichos arrays son
potencialmente problematicos.

El estudio de la calidad de la normalizacién continué con la obtencién
de un diagrama de cajas para las intensidades. Estos diagramas permiten
comprobar la homogeneidad entre arrays (Figura 4.4). Si los arrays son ho-
mogéneos, las cajas deben tener aproximadamente la misma anchura y la
misma posicién en el eje Y. Tal y como se puede observar en la Figura 4.4, de
nuevo existe bastante coherencia entre los arrays, aunque vuelven a aparecer
potenciales outliers como el 13, 14, 30 y otros.

Finalmente, el estudio del histograma de intensidades confirmé la presen-
cia de ciertos arrays cuyo comportamiento se desviaba del esperado (Figura
4.5). Por todo esto, se decidi6 eliminar 8 arrays (13, 14, 30, 39, 44, 46, 61
y 63) del proceso de andlisis. Se realizé de nuevo el proceso de normaliza-
cién descartando estas muestras, obteniéndose asi las graficas de las Figuras
4.6-4.8. Tal y como se puede observar, la mejora en la calidad de la normali-
zacién fue significativa, por lo que finalmente se consideraron 58 muestras:
12 correspondientes a tejido no tumoral y 46 correspondientes a tejido tu-

moral.

Etapas finales del preprocesamiento

Los valores relativos se obtuvieron dividiendo cada medida de expresién pro-
porcionada por el método RMA por un valor de referencia, y calculando el
logaritmo en base 2 del resultado tal y como se describid en la Seccién 2.2.2.
Los valores de referencia se obtuvieron a partir de las medidas de expresién
de los 12 tejidos no tumorales. A continuacién, se eliminaron aquellos genes
que no modificaban su valor de expresiéon en mas de 0.5 fold en al menos el
10% de las muestras (datos planos). Tras este ultimo filtrado, se obtuvo una
matriz de 46 filas (una por cada muestra de tejido tumoral) y 3708 columnas
(una por cada gen restante).

Finalmente, se definieron los conjuntos difusos para las etiquetas lingiiis-

ticas sobre-expresado y sub-expresado tal y como se muestra en la Figura 4.9.
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Figura 4.3: Graficas MVA para los 66 arrays.
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Figura 4.5: Histograma. La flecha indica la zona en la que aparecen arrays
potencialmente problematicos.
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Figura 4.6: Graficas MVA tras eliminar los outliers.
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Figura 4.7: Diagrama de cajas tras eliminar los outliers.
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Figura 4.8: Histograma tras eliminar los outliers.
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Figura 4.9: Definicion de los conjuntos difusos para la expresion.

4.4 Extraccion de reglas de asociacion difusas

Como resultado de los procedimientos anteriores, se habian obtenido, por
una parte la matriz de expresion, y por otra una tabla de datos con la infor-
macion de los factores de prondstico. Se combinaron ambas tablas, constru-
yendo asi una tabla final de 46 filas y 3717 columnas. Esta tabla de datos se
puede considerar como una tabla transaccional en la que cada tejido tumoral
(fila), representa una transaccién y los valores de cada variable (columna)
forman los items de la transacciéon (Seccidén 2.2.3). La Tabla 4.7 muestra las

variables incluidas en este conjunto de datos.

Asimismo, tal y como se comentd al inicio de la Seccién 4.3, se obtuvo
otra tabla adicional conteniendo datos clinicos de 2751 pacientes. La Tabla
4.8 muestra las variables incluidas en este otro conjunto de datos.

Asi, el algoritmo de extraccién de reglas de asociacion difusas se aplico
sobre ambas tablas independientemente, con el objetivo obtener los conjun-
tos de relaciones potenciales entre las variables correspondientes. Al igual
que en el capitulo anterior, en este trabajo se hizo uso del soporte, la con-
fianza y el factor de certeza (FC) para evaluar la fiablidad de las reglas. En
este caso sélo se tuvieron en cuenta las llamadas reglas muy fuertes, definidas
tal y como propusieron Berzal et al. [30]. Es decir, para cada regla X — Y, se
requirié de forma adicional que la regla =Y — —X presentara valores de so-
porte, confianza y FC mayores que los umbrales especificados por el usuario.

Con esta nueva consideracién se pretendia hacer frente al hecho de que, tal
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Tabla 4.7: Variables incluidas en el estudio de los 46 tejidos tumorales.

Variable Valores posibles

IHC 0,1,2,3
FISH +,—
Indice Allred RE +,—
Indice Allred RP +,—
p53 +,—

ki67 [0,100]
Polisomia 17 si,no
Metastasis si,no

Estadio IIIIII

Valores de la medida de expresion ] —o00,+00]

Tabla 4.8: Variables incluidas en el estudio de los 2751 pacientes.

Variable Valores posibles

IHC 0,1,2,3
FISH +,—
Indice Allred RE +,—
Indice Allred RP +,—
pS3 +,—

ki67 [0,100]
Polisomia 17 si,no
Heterogeneidad si,no

Estadio I,I11,I11
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y como se vera posteriormente, aparecen gran cantidad de variables cuyos
valores no estdn balanceados'?, lo que facilita la apariciéon de reglas falsas.
Finalmente, al igual que se hizo en el estudio anterior, se calculé un FDR

para proporcionar un valor de la calidad global del conjunto de reglas.

4.5 Resultados

En primer lugar se describe el andlisis exploratorio llevado a cabo sobre los
datos clinicos de los 2751 pacientes ya mencionados. Se capturan las ten-
dencias descritas previamente entre el conjunto de factores de prondstico,
asi como algunas otras asociaciones relevantes. Posteriormente, se comentan
las relaciones obtenidas entre los datos de expresién y los factores de pro-
nostico en el conjunto de datos de las 46 muestras tumorales. De nuevo, las
reglas confirman resultados previamente publicados y muestran potenciales
biomarcadores en el cancer de mama. En ambos estudios, los umbrales de
FC, confianza y soporte se fijaron de acuerdo con el conocimiento de un ex-
perto, tratando al mismo tiempo de mantener el FDR en valores aceptables.
En los dos siguientes apartados se muestra una seleccién de las reglas obte-
nidas. Dicha seleccidn se obtuvo de acuerdo al conocimiento del experto y a

la informacién obtenida de la bibliografia.

4.5.1 Anadlisis exploratorio de 2751 pacientes

El primer paso consistié en realizar un estudio descriptivo del conjunto de
datos, con el objetivo de obtener una impresién global de la estructura y
distribucién de los mismos. La Tablas 4.9 a 4.17 y la Figura 4.10 muestran
las frecuencias de los items que aparecen en la tabla de datos. Es importante
comentar que este estudio presenta ciertas limitaciones impuestas por los
datos de que se dispone: los datos clinicos se obtuvieron de muchas fuentes
diferentes y falta informacion acerca de ciertas variables, situacién que por

otra parte es muy comun en los andlisis de datos bioldgicos.

12GCon valores no balanceados se hace referencia a la aparicién, para una misma variable,
de unos valores muy frecuentes y otros muy poco frecuentes, no estando asi equilibrada la
proporcién de sus correspondientes items en la base de datos.
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Tabla 4.9: Resumen de los datos clinicos obtenidos de 2751 pacientes.

IHC || FISH || ki67 RE RP p53 || Heter. || Est.
Validos || 2680 || 1960 || 1960 || 711 611 755 162 886
Perdidos 71 791 791 || 2040 (| 2140 || 1996 || 2589 || 1865

Tabla 4.10: Frecuencia de la variable IHC.

Tipo Valor || Frecuencia || Porcentaje
0 696 25.3
1 1012 36.8
Validos 2 530 19.3
3 442 16.1
Total 2680 97.4
Perdidos 71 2.6
Total 2751 100.0

Tabla 4.11: Frecuencia de la variable FISH.

Tipo Valor || Frecuencia || Porcentaje
- 1498 54.5
Vélidos + 462 16.8
Total 1960 71.2
Perdidos 791 28.8
Total 2751 100.0




Tabla 4.12: Frecuencia de la variable Polisomia.

4.5. Resultados

Tipo Valor || Frecuencia || Porcentaje
no 1491 54.2
Validos si 469 17.0
Total 1960 71.2
Perdidos 791 28.8
Total 2751 100.0

Tabla 4.13: Frecuencia de la variable RE.

Tipo Valor || Frecuencia || Porcentaje
- 222 8.1
Validos + 489 17.8
Total 711 25.8
Perdidos 2040 74.2
Total 2751 100.0

Tabla 4.14: Frecuencia de la variable RP

Tipo Valor || Frecuencia || Porcentaje
- 363 13.2
Validos + 392 14.2
Total 755 27.4
Perdidos 1996 72.6
Total 2751 100.0
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Tabla 4.15: Frecuencia de la variable p53.

Tipo Valor || Frecuencia || Porcentaje
- 268 9.7
Validos + 343 12.5
Total 611 22.2
Perdidos 2140 77.8
Total 2751 100.0

Tabla 4.16: Frecuencia de la variable Heterogeneidad.

Tipo Valor || Frecuencia || Porcentaje
Validos si 162 5.9
Perdidos 2589 94.1

Total 2751 100.0

Tabla 4.17: Frecuencia de la variable Estadio.

Tipo Valor || Frecuencia || Porcentaje
I 177 6.4
Validos I 383 13.9
111 326 11.9
Total 886 32.2
Perdidos 1865 67.8
Total 2751 100.0

161
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Figura 4.10: Distribucién de los valores del marcador ki67.

Tal y como se puede observar (Tabla 4.16), el item que aparece con menos
frecuencia en la tabla de datos es {Heterogeneidad = si}, el cual aparece
en tan sélo 162 transacciones. Esto significa que si el umbral de soporte se
fija en valores superiores a 0,059, no se obtendrdn reglas que relacionen este
item con el resto. En general, el soporte del resto de items es relativamente
alto (superior a 0.1). Esto significa que hay una alta probabilidad de que
dichos items sean parte de los consecuentes de las reglas simplemente por
azar, dado que aparecen en muchas transacciones de la tabla de datos [76].
Por lo tanto, podrian esperarse valores relativamente bajos de los factores de
certeza.

A continuacién, se llevo a cabo el andlisis de asociacion. Los umbrales de
soporte y FC se fijaron en 0.05 y 0.4 respectivamente, obteniéndose asi 69
reglas. El valor de FDR calculado fue 0.00, indicando que las reglas obtenidas
muy probablemente representen asociaciones reales. La Tabla 4.18 contiene
una muestra de las relaciones que se obtuvieron.

Las primeras dos reglas de la Tabla 4.18 apoyan la relacién previamente
descrita entre el nimero de copias del cromosoma 17 y la amplificacion de
HER2 [61, 29]. Asimismo, las cuatro reglas siguientes confirman la conoci-

da correlacién entre el estado de los receptores de estrégenos y el estado
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Tabla 4.18: Reglas obtenidas del conjunto de datos de 2751 pacientes.

Sop. || Conf. || FC Regla de asociacion

0.44 || 0.81 || 0.58 Polisomia =no — FISH = —
0.44 || 0.80 | 0.57 FISH = — — Polisomia = no
0.13 || 0.91 | 0.89 RP=+—RE=+

0.13 || 0.73 | 0.68 RE=+—>RP=+

0.07 || 0.83 || 0.81 RE=——RP=-—

0.07 || 0.51 | 0.47 RP=— —RE=-—

0.09 || 0.58 || 0.50 IHC =3 - FISH =+

0.09 || 0.56 | 0.47 FISH=+—]HC =3

0.26 || 0.71 | 0.35 IHC=1—FISH = —

0.06 || 0.77 || 0.50 ki67 =Bajo & IHC =2 — FISH = —
0.09 || 0.75 || 0.45 || Polisomia =no & IHC =2 — FISH = —

de los receptores de progesterona (p < 0,0001) [43]. Las dos reglas que
aparecen a continuacion muestran una buena concordancia entre los casos
IHC+3 y FISH-positivos, resultado que coincide con las conclusiones de tra-
bajos previos [71]. La no existencia de reglas relacionando los casos IHCO/1
y FISH-negativos se justifica por la presencia de un cierto sesgo en el conjun-
to de datos. Como ya se comentd en la Seccidén 4.2.1, por lo general el test
FISH sélo se lleva a cabo si un analisis inmunohistoquimico previo clasificé
la muestra como dudosa (IHC2) o positiva (IHC3).

Se podria esperar que existiera alguna regla que asociara el itemset {IHC =
3,FISH = —} con alguna otra variable, dado que estudios anteriores han
descrito que tan solo los casos FISH-positivos responden al tratamiento con
trastuzumab [25, 32, 80]. Sin embargo, no aparecié ninguna relacién de este
tipo. Por ello, se comprobé el soporte de este itemset, por si el umbral fijado
para el soporte pudiera estar determinando que dicho itemset no se incluyera
en el andlisis. Efectivamente, se observé que el soporte del itemset era 0.013.

Por esto, se llevd a cabo una ejecucion adicional fijando el umbral de soporte
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en 0.01. Aun asi, no se obtuvo ninguna regla que incluyera a este itemset,
lo que indica que muy probablemente no existe una relacién de dependencia
entre dicho itemset y el resto de variables incluidas en el estudio.

Las dos ultimas reglas que se muestran en la Tabla 4.18 son especialmente
interesantes, ya que relacionan los casos IHC2 con muestras FISH-negativas.
Considérese la asociacién que contiene el marcador ki67. La regla IHC =
2 — FISH = — no se encontrd en el conjunto de reglas, lo que significa que
al afiadir el itemset ki67 = Bajo al antecedente de la misma, los valores de
FC y confianza se incrementan hasta un 0.5 y un 0.77 respectivamente. Esto
supone, en nuestra opinién, una variacién significativa. En otras palabras, el
77 % de los casos IHC2 que presentan una baja tasa de proliferacién (ki67 =
Bajo) dan lugar a un resultado FISH negativo. Una situacion similar ocurre
con la ultima regla. Este tipo de relaciones podrian ser un buen punto de
partida para identificar subtipos de tumores en el grupo de muestras IHC2.

Finalmente, merece la pena destacar que no se encontraron asociaciones
relevantes que relacionaran el resto de variables. Esto se debe muy proba-
blemente a la presencia de valores perdidos. Es necesario, por tanto, llevar
a cabo estudios adicionales que puedan esclarecer la existencia o no de rela-

ciones entre estas variables y el resto de factores de prondstico.

4.5.2 Datos de expresion y factores de prondstico

Las frecuencias de los items que aparecen en la tabla de este otro estudio se
muestran en las Tablas 4.19 a 4.27 y la Figura 4.11. En este caso, el conjunto
de datos presenta algunas diferencias significativas con respecto a los datos
del apartado anterior. Asi, los items tienen un soporte muy elevado y no se
encuentran bien balanceados. Por ejemplo, el soporte del item {RE = +} es
0.72, mientras que el soporte del item {RE = —} es 0.28. Esta situacion es
bastante frecuente también en el conjunto de genes. Ademads, el numero de
items es enorme (7418), al contrario de lo que ocurria en los otros dos casos.
Estas caracteristicas facilitan la aparicién de gran cantidad de reglas falsas.
Por lo tanto, es necesario aplicar una estrategia adicional que permita reducir
el FDR.
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Tabla 4.19: Resumen de los datos de las 46 muestras tumorales.
IHC || FISH || Polisomia || RE || RP || p53 || Est. || Metast.
Validos 45 42 46 46 || 46 || 46 39 31
Perdidos 1 4 0 46 || 46 0 7 15
Tabla 4.20: Frecuencia de la variable IHC.
Tipo Valor || Frecuencia || Porcentaje
0 3 6.5
1 7 15.2
Vélidos 2 22 47.8
3 13 28.3
Total 45 97.8
Perdidos 1 2.2
Total 46 100.0

Tabla 4.21: Frecuencia de la variable FISH.

Tipo Valor || Frecuencia || Porcentaje
- 22 47.8
Vélidos + 20 43.5
Total 42 91.3
Perdidos 4 8.7
Total 46 100.0
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Tabla 4.22: Frecuencia de la variable Polisomia.

Tipo || Valor | Frecuencia || Porcentaje
no 32 69.6
Vélidos si 14 30.4
Total 46 100.0

Tabla 4.23: Frecuencia de la variable RE.

Tipo || Valor | Frecuencia || Porcentaje
- 13 28.3
Validos
+ 33 71.7
Total 46 100.0

Tabla 4.24: Frecuencia de la variable RP

Tipo Valor || Frecuencia || Porcentaje
- 18 39.1
Validos + 28 60.9
Total 46 100.0

Tabla 4.25: Frecuencia de la variable p53.

Tipo || Valor | Frecuencia || Porcentaje
- 30 65.2
Vélidos + 16 34.8
Total 46 100.0

166
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Tabla 4.26: Frecuencia de la variable Metastasis.

Tipo Valor || Frecuencia || Porcentaje
si 18 39.1
Validos no 13 28.3
Total 31 67.4
Perdidos 15 32.6
Total 46 100.0

Tabla 4.27: Frecuencia de la variable Estadio.

Tipo Valor || Frecuencia || Porcentaje
I 3 6.5
Vilidos I 11 23.9
111 25 54.3
Total 39 84.8
Perdidos 7 15.2
Total 46 100.0

Inicialmente, se identificd el conjunto de variables “problemadticas”. Con
este objetivo, se generaron 100 conjuntos aleatorios independientes a partir
del conjunto de datos original. Se ejecut6 el algoritmo de extraccién de re-
glas de asociacién difusas sobre cada uno de estos conjuntos, y se contabilizo
el nimero de veces que aparecia cada variable en una regla falsa (Figura
4.12). Se consideré que aquellas variables que aparecian en muchas reglas
falsas podrian estar introduciendo demasiada incertidumbre en el conjunto
de datos, por lo que se decidi6 eliminarlas. Asi, se descartaron las variables
(308) que mas veces aparecian en reglas falsas. Estas 308 variables suponen
el 30% de las que formaron parte de alguna regla falsa. Algunos de los fac-
tores de pronodstico, como ki67, polisomia-17 y RE se encontraban en este

30%. Se decidi6 eliminar la variable ki67, dado que la gran mayoria de las
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Figura 4.11: Distribucién de los valores del ki67.

muestras eran positivas para este marcador (Figura 4.11), lo que significa
que podia proporcionar poca informacién. Observando las frecuencias de las
otras dos variables (Tablas 4.22 y 4.23), se puede apreciar que el problema
tenia su origen en los items {polisomia — 17 = no} y {RE = +}, que, de he-
cho, no representan situaciones clinicas “interesantes” (Seccién 4.2.1). Por
tanto, se eliminaron asimismo estos dos items de la tabla de datos. Asi, el
conjunto de datos final estaba formado por 3205 variables y 46 muestras de
tejido tumoral.

Los umbrales de calidad escogidos fueron 0.8 y 0.1 para el FC y el soporte
respectivamente. Asi, se extrajeron 1377 reglas con un FDR de 0.06, lo que
indica que muy pocas de las reglas se generaron aleatoriamente. No es el
objetivo de este trabajo proporcionar una descripcion y explicacién detallada
de todas ellas, sino mostrar que se pueden obtener patrones de comporta-
miento relevantes. Estos patrones podrian constituir una guia que los exper-
tos podrian utilizar para dirigir sus investigaciones, permitiéndoles enunciar
hipétesis que deberian ser posteriormente validadas de forma experimental.

Algunas de las reglas obtenidas vinculan los factores de prondstico y los
valores de expresién de los genes. Mds concretamente, 36 de las reglas eran

de este tipo. En esta seccion se comentardn algunas de ellas (Tabla 4.28). Las
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reglas que se exponen fueron seleccionadas de acuerdo al conocimiento del
experto y a la informacién obtenida de la bibliografia. Se obtuvieron también
reglas con mas de un item en el antecedente/consecuente que se tendrdn en

cuenta en trabajos futuros.

Tabla 4.28: Reglas obtenidas de los 46 tejidos tumorales.

Sop. || Conf. | FC Regla de asociacion
0.11 || 0.95 || 0.90 CDC6 =Sobre — FISH =+
0.11 || 0.98 || 0.97 ESCO1 =Sobre — FISH =+
0.10 || 1.00 || 1.00 BMPR1B = Sobre — RP =+
0.11 || 0.96 || 0.91 THBS1 =Sobre —RP =+
0.18 || 0.88 || 0.80 SOX11 =Sobre - RP = —
0.14 || 0.97 | 0.91 SCUBE2=Sub —RP = —

0.26 || 0.93 || 0.81 Metastasis =si — LPL = Sub
0.26 || 0.93 || 0.81 || Metastasis =si — EFEMP1 = Sub

0.12 || 1.00 | 1.00 EREG =Sobre — p53 = —
0.12 || 1.00 || 1.00 EREG = Sobre = RP =+
0.11 || 1.00 | 1.00 PGR=Sobre - RP =+

0.10 || 0.96 || 0.93 PAK6 = Sobre - IHC =2

0.12 || 1.00 | 1.00 CLDN11 = Sub — Estadio =111

Algunas de las reglas que se muestran relacionan las medidas de expre-
sion con la amplificaciéon del gen HER2. Asi por ejemplo, los tumores HER2
FISH-positivos mostraron sobre-expresién del CDC6. Este gen se localiza en
el cromosoma 1721, cerca del gen HER2, lo que sugiere que ambos genes
podrian estar co-expresados. La sobre-expresion del gen ESCO1 aparece tam-
bién relacionada con muestras FISH-positivas. No se encontré en la bibliogra-
fia ninguna mencién directa a esta asociacién. Sin embargo, un estudio mds
profundo de la misma podria ser interesante, ya que este gen se ha asociado
a distintos tipos de tumores en numerosas ocasiones [239, 40]. De hecho, el

gen ESCO1 ha sido descrito por algunos autores como un candidato atractivo



4.5. Resultados 171

para el desarrollo de una inmunoterapia en una amplia variedad de canceres
[40].

Las dos siguientes reglas de la Tabla 4.28 relacionan los genes BMPR1B y
TSP1 (THBS1) con tumores RP-positivos. La sobre-expresién del gen BMPR1B
se ha descrito en tumores positivos para los receptores de estrogenos [88,
116], sugiriendo un nuevo objetivo en el tratamiento del cdncer de mama
[151]. Asimismo, ciertos autores han encontrado un incremento en los ni-
veles de mARN correspondientes al TSP1 tras la incubacion con progeste-
rona [132]. Ademads, se ha descrito también que los carcinomas invasivos
presentan un mayor contenido de TSP1 (una glicoproteina antiadhesiva y
antiangiogénica) que las lesiones primarias [134].

Otra regla asocia el gen SOX11 con tumores RP-negativos. Esto la hace
especialmente interesante, ya que la sobre-expresién del gen SOX11 podria
formar parte de un genotipo vinculado a un mal prondstico en el cancer de
mama [41]. Por otra parte, la siguiente regla relaciona casos negativos de re-
ceptores de estrogenos con la sub-expresién del gen SCUBE2. Los valores de
expresion de estos genes podrian servir para predecir la respuesta de ciertos
pacientes a la terapia hormonal. Ademas, estudios previos han relacionado
la sub-expresion de SCUBE2 y los casos PR-negativos con un prondstico po-
bre [59]. Relaciones como éstas podrian ayudar a identificar subgrupos en el
cancer de mama vinculados a un mal prondstico.

Como ya se ha indicado, el cancer de mama es el tipo de cdncer mas co-
mun entre mujeres, siendo la metéstasis la principal causa de muerte de esta
enfermedad. En la Tabla 4.28 Aparecen dos reglas que vinculan dos genes
(EFEMP1 y LPL) con el proceso de metastasis. El gen EFEMP1 previene la
angiogénesis y la infiltracién ductal [12], mientras que LPL juega un impor-
tante papel en el catabolismo de lipidos. La sub-expresién del EFEMP1 se
asocia a una baja supervivencia [213]. El gen LPL podria ser considerado un
candidato a gen supresor de la metastasis [254].

De especial interés son también las relaciones entre la sobre-expresién
del gen de la epiregulina (EREG), y los casos p53 y PR negativos. Estudios
previos han descrito la participaciéon de la epiregulina en ciertos procesos bio-

16gicos, tales como el mantenimiento y el desarrollo del crecimiento normal



4.6. Conclusiones 172

de la célula, y la progresién de los carcinomas [258]. Esto confiere sentido a
la relacién, ya que la presencia de la proteina p53 es uno de los mecanismos
que evitan la reproduccion de las células tumorales (Seccién 4.2.1). Estu-
dios en otro tipo de tumor diferente (tumor de vegija) han identificado a los
miembros de la familia EGE especialmente a la epiregulina, como potenciales
marcadores en este tipo de tumores [251].

Finalmente, aparece una regla relacionando la sobre-expresién de mARN
del PGR con la tincién positiva de los receptores de progesterona, lo que
concuerda con el dogma central de la Biologia Molecular (Seccién 2.1.1).
Se muestran también otras dos asociaciones que vinculan la sobre-expresion
de los genes PAK6 y CLDN11 con casos IHC2 y el estadio III. El gen PAK6
se ha relacionado previamente con el cancer de mama [155], aunque no se
ha encontrado ninguna mencidn directa a la relacién de dicho gen con casos
IHC2. Asimismo, tampoco se encontrd informacion en la bibliografia referen-
te al posible papel del gen CLDN11 en el desarrollo del cdncer de mama. Es
necesario, por tanto, llevar a cabo estudios adicionales que confirmen todas
estas reglas, dado que estos genes podrian dar lugar a nuevos marcadores en

el cancer de mama.

4.6 Conclusiones

En este Capitulo se ha llevado a cabo un enfoque multidisciplinar para descu-
brir potenciales relaciones entre datos de expresién y factores de prondstico
en el cdncer de mama. La heterogeneidad e imprecisién de los datos, asi co-
mo sus grandes dimensiones hacen que la extraccion de reglas de asociacién
difusas sea una herramienta apropiada para el andlisis.

Se obtuvieron una serie de asociaciones. El objetivo de este trabajo no
consiste en descubrir y establecer el papel de todos estos genes en el cancer
de mama, dado que no se dispone de evidencia cientifica de estas relaciones.
Por el contrario, se pretende mostrar patrones obtenidos con estas técnicas
que pueden guiar a los médicos, bidlogos, etc., en sus investigaciones, pro-
porcionando relaciones que les permitan enunciar hipétesis para su posterior
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validacion experimental. Entre las reglas obtenidas se muestran muchas ten-
dencias ya descritas en la bibliografia. Asimismo, aparecen otras que, ain no
encontrdndose una mencién explicita, cobran sentido de acuerdo con las pu-
blicaciones consultadas. Finalmente, se muestran también otras relaciones
de las que no se dispone evidencia bibliografica. Los resultados obtenidos
permiten, por tanto, sugerir que algunas estas relaciones podrian guiar a los
expertos hacia un mejor entendimiento de esta enfermedad. De hecho, ac-
tualmente se estan realizando pruebas de PCR e inmunostoquimica sobre
algunos genes resultantes de las reglas de asociacion obtenidas, con objeto

de descubrir posibles marcadores tumorales.



CAPITULO

Estudio de la accion combinada
de factores de transcripcion en la

levadura

5.1 Introduccion

El trabajo expuesto en los capitulos anteriores se ha centrado principalmente
en la integracion y el andlisis de datos gendmicos heterogéneos. Mds con-
cretamente, una parte de dicho trabajo se ha dedicado a estudiar cémo la
expresion de los genes se relaciona con otras caracteristicas funcionales y
estructurales del genoma, asi como los vinculos existentes entre el nivel de
expresion de mARN vy ciertos factores de diagnéstico en el cancer de mama.
El trabajo que se presenta en este ultimo Capitulo se dedica al estudio de las
causas que originan esos niveles de expresién, en otras palabras, al estudio
de los mecanismos que permiten a la célula expresar de forma selectiva un
subconjunto de genes.

Tal y como se comenté en la Seccién 2.1.4, todas las etapas que dan lugar
a la expresién de un gen son regulables. Sin embargo, en la mayoria de los
casos la iniciacion de la transcripcién es el punto de control mas importan-

te. En las células eucariotas, la transcripciéon de un gen estd controlada por
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combinaciones de proteinas (los factores de transcripcién), que se unen de
forma coordinada a las secuencias reguladoras de los genes. Estas secuencias
reguladoras se encuentran dispersas por todo el ADN y se organizan en los
llamados mdédulos de regulacién (CRMs). La unién de los complejos de fac-
tores de transcripcion a dichos médulos de regulacion da lugar a los patrones
de expresion adecuados (Seccién 2.1.4).

En este Capitulo se presenta una metodologia basada en la extraccion de
itemsets difusos para el estudio de combinaciones de factores de transcrip-
cién que participan en las redes de regulacién génica. Dada la complejidad
del problema, la metodologia se ha aplicado en esta primera fase de la in-
vestigacidn sobre el genoma de la levadura. Los resultados se han validado
comparandolos con los obtenidos mediante otras técnicas y mediante la he-
rramienta STRING [138], que permite comprobar la validez de las combina-

ciones desde distintos puntos de vista.

Motivacion

Como ya se describid en la Seccién 2.2.5, se pueden distinguir dos estrate-
gias fundamentales para reducir el espacio de busqueda: estudiar tan sélo
las regiones promotoras de los genes y centrar la bisqueda en regiones del
genoma conservadas entre especies. Respecto a la primera propuesta, estos
enfoques no pueden, obviamente, capturar los elementos reguladores que
aparecen en los intrones o en zonas alejadas del gen. Experimentos de in-
munoprecipitacion de cromatina en el genoma completo, han demostrado la
existencia de una proporcion significativa de TFBSs lejos de la regién pro-
motora [207, 56, 129, 173, 248]. Es mads, existe toda una serie de estudios,
en los que se han descrito elementos reguladores involucrados en el desa-
rrollo primario de los vertebrados y que aparecen lejos del gen que regulan
[267, 158, 181, 281].

En cuanto al segundo tipo de métodos, la propuesta es util, ya que reduce
el espacio de busqueda y mejora la significacién de ciertos sitios de unién de
factores de transcripcién (TFBSs), pero conlleva al mismo tiempo la pérdida
de una gran cantidad de potenciales sitios de unidn. Las secuencias regula-

doras conservadas tienen que ser lo suficientemente parecidas para poder ser
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alineadas, algo que no es frecuente en especies no cercanas [267]. Es mas,
experimentos con especies de mamiferos y Drosophila han demostrado que,
incluso entre especies muy cercanas, entre uno y dos tercios de los TFBSs
identificados no aparecen conservados [267, 78, 68, 87].

Por otra parte, segun el objetivo pretendido por los diferentes métodos,
se pueden distinguir tres categorias: a) métodos que escanean secuencias
(o genomas completos) buscando CRMs que siguen un modelo predefinido,
b) métodos que buscan CRMs similares en un conjunto de genes relaciona-
dos (por ejemplo co-expresados o co-regulados), y ¢) métodos que escanean
secuencias (o genomas completos) buscando grupos de TFBSs de cualquier
combinacién de factores de transcripcion (Seccidon 2.2.5). Los métodos que
se enmarcan en la primera de estas clases, se basan en la biisqueda de un
modelo de CRM estrictamente definido. Requieren que el usuario especifi-
que de forma rigurosa lo que estd buscando, algo que no siempre es posible.
Estos métodos suelen recibir como entrada una combinaciéon de PWMs, la
secuencia y un numero variable de pardmetros. Debe tenerse en cuenta que
tal informacién tan exhaustivamente definida sélo se encuentra disponible
para un numero muy limitado de procesos [266]. Ademads, llama la atencién
el hecho de que uno de los principales métodos de este tipo, el Enhancer
Element Locator (EEL) [108], imponga la restriccién de que el orden de los
sitios de unién funcionales debe conservarse entre especies, algo que se sabe
que no se corresponde con la realidad [66, 217].

Respecto a la segunda clase de métodos, requieren especificar un conjun-
to de genes co-regulados o co-expresados (o sus correspondientes secuencias
reguladoras), ya que tratan de detectar CRMs similares, asumiendo que pa-
trones de expresion similares vienen dados por elementos reguladores simila-
res. Dado que estos métodos se centran en un conjunto concreto de genes, el
estudio de los elementos que los regulan requiere el anélisis de sus secuencias
promotoras, lo que lleva consigo las limitaciones previamente comentadas.

Finalmente, se encuentran los métodos que escanean genomas completos
buscando CRMs formados por cualquier combinacién de TFBSs. Estos méto-
dos presentan la ventaja de que no necesitan realizar ningtin tipo de asuncién

acerca del conjunto de TFs que cooperan. Se trata de métodos mds generales
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que los anteriores y, por tanto, no requieren ningun tipo de conocimiento
previo (a excepcidn de una biblioteca de PWMs, igual que en los casos ante-
riores). Como consecuencia, estos métodos no permiten inferir la funcién de
los CRMs que predicen ni el patrén de expresion que producen. Sin embar-
go, se cree que esta debilidad se puede suplir combinando los modelos CRM
inferidos por esta técnica, con las otras metodologias anteriormente mencio-
nadas. En este tipo de métodos se enmarca el trabajo de Morgan et al. [176]
presentado en la Seccién 2.2.5. Dicho trabajo puede parecer similar en al-
gunos aspectos al que aqui se propone, por lo que merece la pena destacar

algunas de las limitaciones que presenta, segiin nuestro punto de vista:

e La division del genoma en intervalos consecutivos de igual tamafio no
modela adecuadamente la realidad. Ciertamente, los médulos de re-
gulacién se distribuyen a lo largo de todo el genoma, pero no tienen
por qué ajustarse a esta division regular de intervalos, lo que provocara
que muchos de los mddulos reales queden divididos en dos o mas de

estos intervalos.

e La divisién en intervalos crisp provoca nuevamente la aparicidon del
sharp boundary problem, acentuado en este caso por el hecho de que
no se conoce con exactitud la posicién de los TFBSs ni el tamafio exacto

de los médulos de regulacién.

e Tan sélo se consideran reglas de asociacién de un item en el anteceden-
te y el consecuente, lo que limita significativamente la metodologia, ya

que permite tan solo estudiar combinaciones de dos TFs.

e Parece mas adecuado modelar las combinaciones de TFs mediante otro
tipo de expresién diferente a la regla de asociaciéon. La unién de los
TFs a los mdédulos no se trata tanto de una accion causa-efecto, como
de la acciéon combinada y coordinada de un conjunto de TFs. En otras
palabras, una regla TFA — TFB indica que si se produce la unién del
factor de transcripcién A, entonces también se produce la unién del
factor de transcripcién B. Esto no tiene por qué ser asi en la realidad,
ya que por lo general dicho factor de transcripcién A podria unirse
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en muchas otras ocasiones con otros factores de transcripcién, lo que

significa que las reglas de asociacién no capturarian muchas relaciones.

e Para cada par de TFs, si dos de sus correspondientes TFBSs se solapan
en un intervalo dado, ambos TFBSs son eliminados. Esto tampoco pa-
rece modelar adecuadamente la realidad, ya que podria aparecer otro
TFBSs para uno de los dos TFs que no se solape con los anteriores y
que, por tanto, permita la unién de ambos TFs simultdneamente (Sec-
cién 5.2.4).

Ademads de todo lo anterior, es importante destacar que la informacién
que se maneja en estos estudios es imprecisa y presenta un alto grado de
incertidumbre, lo que complica atin més el problema. La imprecision surge
de forma inmediata al pensar en el tamafio de los médulos, ya que se asume
que comprenden varios cientos de pares de bases, pero no hay un tamafio
fijo de los mismos. Otro aspecto determinante es la inexactitud en la locali-
zacion de los TFBSs, especialmente si dicha informacién se obtiene mediante
procedimientos in silico. Es mas, el proceso de inferencia de posibles sitios de
unidn lleva consigo un alto nimero de falsos positivos provocados por:

e la complejidad probabilistica del problema, ya que se trata de buscar

secuencias muy pequefias (10 — 30 pares de bases, pb) en cadenas de

varios cientos de millones de pares de bases,

¢ la propia complejidad biolégica del problema, ya que se pueden obser-
var muchas subsecuencias de caracteristicas idénticas a TFBSs conoci-

dos y que sin embargo no representan sitios de unién funcionales.
En cualquier caso, éste es un problema intrinseco a todas las técnicas

computacionales de deteccién de CRMs, ya que en algin momento del pro-
ceso todas ellas infieren la localizaciéon de potenciales TFBSs. Por tanto, la
presencia de la imprecisién e incertidumbre en los datos es clara y sin em-
bargo, son exiguas las publicaciones en las que se hace uso de técnicas difusas

para modelarla.

Propuesta

En este Capitulo se presenta una metodologia que solventa algunas de estas

limitaciones. En primer lugar, se escaneard un genoma completo buscando
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grupos de potenciales TFBSs. A continuacién, se aplicara un algoritmo de
extraccion de itemsets difusos para obtener co-ocurrencias significativas de
TFs en el genoma. El procedimiento s6lo requiere como entrada la secuencia

del genoma y un conjunto de PWMs previamente definidas.
Mediante el escaneo del genoma completo se evitard la pérdida de in-

formacién que conlleva el centrar la atencién en regiones concretas. Dicho
escaneo se llevard a cabo mediante una herramienta de deteccién de TFBSs
(Seccidén 2.2.4). Tal y como ya se ha comentado este proceso no estd exento
de limitaciones, ya que genera un alto nimero de falsos positivos. Sin em-
bargo, se piensa que estos efectos negativos pueden paliarse mediante las
siguientes etapas de filtrado:

1. Agrupacion de los TFBSs inferidos, aplicando para esto un algoritmo
de clustering jerdrquico. Tal y como se indicé anteriormente (Seccién
2.2.5), la aparicién de grupos de TFBSs en una pequefia zona del ge-
noma se considera un indicador fiable de su funcionalidad [267, 92,
142, 7, 224, 34, 176].

2. Busqueda de itemsets frecuentes en los grupos obtenidos. La extrac-
cién de itemsets frecuentes se ha llevado a cabo con éxito en diferentes
estrategias [241, 176, 198]. La exigencia de que las combinaciones
aparezcan de forma repetida ayudard al filtrado de ocurrencias espu-

rias.

3. Célculo de la significacion estadistica de las combinaciones obtenidas,
lo que proporcionard un nivel de la fiabilidad a los resultados, permi-
tiendo eliminar las combinaciones no relevantes.

Ademas de lo anterior, la metodologia presenta otras caracteristicas in-
teresantes. Por ejemplo, el uso del clustering jerarquico permite modelar los
grupos de TFBSs de forma mds adecuada a como lo hacen los intervalos
consecutivos de tamafio fijo, ademds de evitar el sharp boundary problem
mediante la definicién de conjuntos difusos. Por otra parte, la aplicacion del
algoritmo de extraccidn de itemsets difusos permitird obtener de forma efi-
ciente cualquier combinacion de TFs, evitando restricciones en el tamafio de
las combinaciones obtenidas o en el orden de aparicién de los TFBSs. Final-

mente, los itemsets que pasan el filtro estadistico modelan mejor los CRMs
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que las reglas de asociacién, representando la co-ocurrencia significativa de
los TFs correspondientes.

Como ya se ha comentado en repetidas ocasiones, la integracion de infor-
macion de diversas fuentes en el estudio es crucial para situar los resultados
en el contexto adecuado, obtener toda la informacion posible del andlisis
y validar los resultados. Con este objetivo se hard uso de la herramienta
STRING [138]. Dado un conjunto de genes/proteinas, STRING busca aso-
ciaciones entre ellos a diferentes niveles: localizacién cercana en el genoma,
co-ocurrencia entre especies, co-expresion, interacciones proteina-proteina,
bases de datos, mineria de textos, etc. De esta forma, STRING proporcionara

asociaciones a distintos niveles entre los TFs de la combinaciones obtenidas.

5.2 Meétodos

5.2.1 Datos

Se llevaron a cabo tres estudios de forma independiente. En el primero de
ellos, se consideraron tnicamente los TFBSs validados experimentalmente
por Harbison et al. [110]. Es decir, en este primer analisis se omitio el pro-
ceso computacional de inferencia de TFBSs. Los datos se obtuvieron de la
Saccharomyces Genome Database (SGD) [84]. Este conjunto de datos contie-
ne la localizacién de 3328 sitios de unién de 102 factores de transcripcién.
En el segundo estudio, se utilizaron los TFBSs inferidos mediante una he-
rramienta especializada (Seccion 2.2.4). Para esto, se descargaron el genoma
completo de la levadura de la SGD y las 177 PWMs de Jaspar [215] que co-
rresponden a la levadura (versiones de Diciembre de 2009). Finalmente, en
el tercer estudio se combinaron los datos de Harbison et al. con los TFBSs

inferidos por la herramienta de deteccién.

5.2.2 Construccion de la base de datos transaccional
difusa

En primer lugar, se aplicé una herramienta de deteccién de TFBSs sobre el

genoma completo de la levadura. Una vez obtenidas las coordenadas de los
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posibles sitios de unién, se buscaron en el genoma grupos de TFBSs cercanos.
Para esto, se aplicéd un algoritmo de clustering jerarquico, fijando el punto
de parada del algoritmo en 300pb. Es decir, se buscaron grupos de TFBSs
que comprendieran aproximadamente 300pb, asumiendo que los mdédulos
de regulacion abarcan por lo general unos pocos cientos de pares de bases
[17].

Una vez obtenida la lista de clusters, se generd una transaccion difusa
por cada uno de ellos. Las funciones de pertenencia de cada transaccién se

definieron de la siguiente forma:

e Se calculd el centroide C de cada cluster como la mediana de los puntos

que contiene.

e La regidn constante de la funcién trapezoidal se definié entre los valo-
res C — 150y C 4+ 150, tal y como muestra la Figura 5.1.

e Laregion lineal creciente se definié desde C —250 hasta C — 150, mien-
tras que la region lineal decreciente se definié entre C 4+ 150 y C + 250
(Figura 5.1).

Una vez definidos los grados de pertenencia se gener6 la base de datos

transaccional difusa. La Figura 5.1 muestra graficamente el procedimiento

completo.

5.2.3 Extraccion de los itemsets frecuentes difusos

Se aplicé el algoritmo de extraccién de itemsets difusos desarrollado en el
Capitulo 3 sobre las dos bases de datos transaccionales. Tal y como se co-
mentd en la Seccion 5.1, ademds del valor del soporte se calculé un p-valor
para cada itemset. Con este objetivo, se adapt6 al caso difuso el procedimien-
to descrito en el trabajo de Gallo et al. [94]. El modelo nulo para el calculo
de este p-valor representa la situacion “no interesante” en la que no existen
asociaciones entre los items, es decir, los items aparecen independientemente
unos de otros en las transacciones. Asi, el p-valor representa la probabilidad
de que el itemset sea “sorprendente” bajo este modelo nulo. Por tanto, cuanto

menor sea el p-valor, mas interesante serd el itemset.
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Figura 5.1: (1) Cada circulo representa un sitio de unidn. Cada sitio de unién
aparece etiquetado con el TF que se une a dicho sitio de unién. (2) Se obtie-
nen 3 clusters y se calculan sus centroides. (3) Se definen conjuntos difusos
para cada cluster. (4) Se genera una transaccién difusa por cada conjunto
difuso. El namero tras los dos puntos indica el grado de pertenencia del TF
correspondiente a la transaccidn.

5.2.4 Post-procesado del conjunto resultante

Es necesario tener en cuenta la presencia de TFBSs solapados antes de gene-
rar el conjunto resultante final. Por ejemplo, supénganse los sitios de unién
de la Figura 5.2. Algunos trabajos previos [176] eliminan directamente dos
sitios de union si se solapan. Esto podria conllevar un cdlculo incorrecto de
las co-ocurrencias de los TFBSs, dado que es posible que apareciera una com-
binacidn de sitios de unién que permitiera la unién simultdnea de ambos TFs
(Figura 5.2b, el valor de u indica el grado de pertenencia del TFBS a la

transaccion). Por tanto, en este trabajo se buscé la forma 6ptima de “enca-
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ltemset {A, B, C} Itemset {A, B, C}
N
B <> W T3>
n=1 p=1 =1 n=1 n=0.74 pn=1 p=1 n=1 n=1 n=0.74

1
D>

p=1  p=1 =074 p=1 n=1  p=1 =074
Gradode pertenenciade {A, B, C} Gradode pertenenciade {A, B, C}
alatransaccion=0 alatransaccion=1

(a) Eliminacién de los sitios de unién solapa-  (b) Forma 6ptima de encajar el itemset.
dos.

Figura 5.2: Procesado de los TFBSs solapados.

jar” cada combinacion de TFs (itemset) en una transaccion difusa dada, de
forma que se maximizara el grado de pertenencia del itemset a la transaccién
(Figura 5.2b).

5.3 Resultados

5.3.1 Analisis de los datos de Harbison et al.

En este primer estudio se obtuvieron 570 transacciones, con una media de
2.79 TFs diferentes por transaccién y un maximo de 10 TFs. La Figura 5.3
muestra la frecuencia de apariciéon de los 96 TFs que quedaron capturados
en alguna transaccion. Los umbrales de soporte y p-valor se fijaron en 0,01,
obteniéndose de este modo 32 itemsets. La obtencién de p-valores muy por
debajo del umbral fijado, indica que la gran mayoria de dichos itemsets re-
presentan asociaciones biolédgicas reales.

Tal y como se coment6 en la Seccién 5.1, se hizo uso de la herramienta
STRING para obtener distintos tipos de evidencias que apoyaran las relacio-
nes obtenidas. Esta herramienta proporcionoé relaciones entre los factores de
transcripcion de 23 de los itemsets obtenidos. Es més, para 18 de estos item-

sets, los grafos que representan las asociaciones entre sus TFs resultaron ser
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Tabla 5.1: Combinaciones de TFs

ID Itemset || TFs | p-valor | Soporte
1 SWI6,MBP1,SWI4 3,807e — 17 0,025
2 SKN7,SOK2,PHD1 || 2,661e—13 || 0,014
3 STE12,DIG1, TEC1 7,522e — 12 0,018
4 RAP1,FHL1 6,661c —08 || 0,016
5 DIG1,SWI4, TECI || 5,129 —07 || 0,011
6 AFT2,RCS1 8,000 —07 || 0,012
7 PHD1,SUT1 9,659¢ — 07 0,011
8 STE12,SWI6,SWI4 1,086e — 06 0,014
9 FKH2,NDD1 2,925e¢ — 06 0,016
10 SWI6,DIG1,SWI4 2,934¢ — 06 0,012

grafos conexos, es decir, existe un camino que conecta cada par de TFs del
grafo.

La Tabla 5.1 muestra una seleccién de las combinaciones de TFs obteni-
das. Los grafos generados por STRING para dichas combinaciones se pueden
encontrar en la Figura 5.4. Por ejemplo, STRING devolvié grafos conexos pa-
ra las combinaciones 1, 3, 4, 6 y 9. Los factores de transcripcién del itemset
1 aparecen relacionados a diferentes niveles (Figura 5.4). Esta combinacién
tiene sentido, ya que se sabe que SWI6 interacciona con MBP1 y SWI4 para
formar dos complejos proteicos denominados MBF y SBE los cuales a su vez
cooperan y juegan un papel fundamental en la progresion de la fase G1 a la
fase S del ciclo celular [150]. De hecho, merece la pena comentar que las
combinaciones {SWI16, MBP1} y {SWI16,SWI4}, se obtuvieron también por
separado con p-valores 1,795e — 11, 2,245e — 18 y soportes 0,0434, 0,056
respectivamente.

Otra combinacién cuyos TFS aparecen fuertemente relacionados es la que
se muestra en el itemset 3. En este caso las tres proteinas forman el complejo
STE12/TEC1/DIG1, el cual se sabe que se une a las zonas promotoras de
genes de filamentacion [64]. Por otra parte, STRING encontrd evidencias a
nivel experimental y a nivel de textos para los itemsets 4, 6 y 9. El itemset 4
captura una combinacidn interesante. La co-ocurrencia de los sitios de unién

de RAP1 y FHL1 estd en concordancia con resultados previos, ya que se ha
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demostrado que ambos TFs se unen a la region promotora de muchos ge-
nes codificadores de proteinas ribosdémicas [219]. Otro caso interesante es el
del itemset 6. La co-ocurrencia significativa de sus TFBSs aparece también
apoyada por la bibliografia, dado que AFT2 y RCS1 (AFT1) son un par de
activadores de la transcripcion de respuesta al hierro [69]. Finalmente, la
aparicion de los TFs FKH2 y NDD1 en el itemset 9 se encuentra también jus-
tificada, dado que se ha demostrado que FKH2 facilita la incorporacion del
NDD1 a un complejo protéico que regula la expresién del cluster de genes
CLB2 [200].

En cuanto a los itemsets 5, 8 y 10, STRING encontré relaciones entre al-
gunos de los TFs de dichas combinaciones (Figura 5.4). Por ejemplo, no se
encontrd relacion entre SWI4 y los otros dos TFs del itemset 5. Es mds, se ob-
tuvo una combinacién relacionando SWI4 y TEC1 con p-valor 4,383e — 04 y
soporte 0.018. Sin embargo, STRING tan sélo obtuvo evidencias experimen-
tales y basadas en textos apoyando la relacién entre DIG1 y TEC1 (itemset
3). Ambos genes forman parte de un complejo que regula la transcripcién de
genes de filamentacion [64]. Una situacion similar aparece para los itemsets
8 y 10, para los que no se obtuvo ninguna relacién ni entre STE12 y los otros
dos TFs, ni entre DIG1 y los otros factores del itemset 10.

Finalmente, no se encontrd ningun tipo de evidencia que confirmara los
itemsets 3 y 7. Pham et al. [198] describieron previamente alguna relacién
acerca de la asociacion SOK2 — PHD1 (véase el material suplementario de
dicho trabajo). Por otra parte, se pueden encontrar relaciones indirectas en-
tre algunos de los TFs del itemset 3 en el trabajo de Bar-Joseph et al. [24]. Es
por tanto necesario realizar un estudio detallado y una evaluacién empirica

para confirmar todas estas asociaciones.

5.3.2 Deteccion de potenciales TFBSs
Seleccion de la herramienta y ajuste de sus parametros

En este proceso se hizo uso de Patser [119], ya que se trata de una herra-
mienta cuyo buen funcionamiento ha sido demostrado en repetidas ocasio-

nes [178, 249, 214, 176]. Si bien es cierto que existen herramientas mas
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recientes que tienen en cuenta dependencias posicionales, su aplicabilidad
limitada. Esto ultimo se debe a que estas herramientas requieren la lista de
secuencias a partir de las que se generd la PWM, informacién que ni siquie-
ra las principales bases de datos, como Jaspar [215] o TRANSFAC [277],
publican habitualmente. De hecho, Jaspar no proporciona estas secuencias
para ninguno de los 177 motivos de la levadura que contiene. En el caso de
TRANSFAC (versiéon de Marzo de 2008), tan sélo 15 de las 37 PWMs de la
levadura aparecen acompaiiadas de sus correspondientes secuencias.

Patser requiere como entrada una PWM y una secuencia, y devuelve una
medida del ajuste de la PWM en cada subsecuencia de la secuencia pro-
porcionada (rango [0,15]). Asi, a fin de determinar el conjunto de subse-
cuencias que podrian considerarse TFBSs, es necesario fijar un umbral para
la medida de ajuste. Asimismo, cada motivo presenta ciertas peculiaridades
propias, lo que puede determinar que los TFBSs correspondientes a ciertos
motivos sean mds facilmente detectados que otros. Por tanto, se hace nece-
sario fijar un umbral independiente para cada motivo [259].

En primer lugar, se fijé6 globalmente un valor minimo de la medida por
debajo del cual no era factible situar el umbral de los motivos. Dicho minimo
global se fijé en 7,5. La seleccion de este valor se realizé de acuerdo a la
documentacién del método [5] y a la observacion propia de los resultados.
Asi, se observo que valores por debajo de 7,5 generan un numero ingente
de TFBSs potenciales, lo que restaria significacién a la aplicacién de la me-
todologia. Como ya se comenté anteriormente (Seccidn 5.1), la aparicién de
TFBSs espurios viene determinada por la propia complejidad del problema y
se trata, en la actualidad, de un problema inherente a todas las técnicas de
deteccion de motivos y CRMs.

Asi, para cada motivo, se buscé un umbral especifico por encima de 7,5,
de tal forma que Patser capturara el maximo numero posible de los TFBSs
descritos por Harbison et al. [110]. La Figura 5.5 muestra los umbrales ob-
tenidos para cada motivo. Ademads, para algunos de los motivos extraidos de
Jaspar no se disponia de sus correspondientes TFBSs, ya que no aparecian
en los datos de Harbison et al., por lo que hubo que seleccionar umbrales ad

hoc para cada uno de ellos. Con este objetivo, se analizaron los umbrales ya
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calculados para los motivos que si aparecian en los datos de Harbison et al.
El objetivo de este andlisis consistia en buscar alguna dependencia entre el
valor del umbral y ciertas propiedades del motivo, tales como la longitud del
mismo, su contenido de informacion o el contenido de informacion de su ni-
cleo. Encontrar dependencias podria ayudar a fijar el umbral de estos motivos
de una forma mas adecuada en funcién de dichas propiedades.

La longitud de un motivo viene dada por el nimero de bases de los TFBSs
a los que representa. Asi por ejemplo, la longitud del motivo que aparece
en la Seccién 2.2.4 es 10. El contenido de informacién de una posicién del
motivo proporciona una medida del nivel de conservacidn de esa posicion, en
otras palabras, da una idea de si ciertas bases aparecen claramente en dicha
posicién, o de si las cuatro bases pueden aparecer indistintamente. Para una

posicién dada, el contenido de informacién se calcula como:

2+ Z WﬁlOgZ(W[g’):
BE{AC,G,T}

donde Wy representa la frecuencia relativa de aparicién de la base 5 en dicha
posicién. Por ejemplo, el contenido de informacién de la primera posicion del

motivo de la Seccién 2.2.4, vendria dado por:

ot 2 )1y L DD 1Y, 2, 2)
10 %%2{10) " 107%82 1\ 10 10 %%2{10) T 107%2\ 10/
— 24 (—0,46) + (—0,33) + (—0,33) + (—0,46) = 0,42

El nticleo de un motivo esta constituido por sus 5 posiciones consecutivas
mas conservadas, es decir, aquellas de mayor contenido de informacién. Asi,
se analizaron posibles dependencias entre el valor de umbral obtenido para
cada motivo y su longitud, su contenido de informacién y el contenido de
informacidn de su nucleo. Para ello, se plasmaron en tres graficas los valores
de los umbrales ya calculados frente a estas tres propiedades (Figura 5.6). Sin
embargo, tal y como se puede observar en la Figura 5.6, no aparece ninguna
tendencia evidente del umbral en funcién de las caracteristicas consideradas.
Esto significa, que no se disponia de una guia clara que permitiera inferir los

umbrales de los motivos sin TFBSs definidos. Por tanto, se calcul6 el umbral
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de estos motivos como la mediana de los umbrales ya calculados, que en este
caso resulto ser 8,1.

Con estos valores seleccionados, Patser detecté 77939 sitios de unién po-
tenciales, entre los que se encuentran 1412 de los descritos por Harbison
et al. Estos 1412 representan aproximadamente el 50% del total de TFBSs
descritos por estos autores. Es necesario destacar que, para un nimero con-
siderable de los motivos (ARR1, ASH1, BAS1 entre otros), no era posible de-
tectar mediante Patser ninguno de sus TFBSs conocidos, ni siquiera fijando
el umbral a 0. Asimismo, aparecieron otros motivos para los que era necesa-
rio situar el umbral en valores extremadamente bajos (1,65, 2,25, 0,3 para
ABF1, ADR1 y AFT2 respectivamente, entre otros) con el objetivo de captu-
rar sus TFBSs. Todo esto sugiere la existencia de cierta incoherencia entre
los datos obtenidos de Jaspar y los proporcionados por Harbison et al., lo
cual podria tener su origen en outliers en los sitios de unién o incluso por
incoherencias en la propia nomenclatura de los motivos. Es necesario, por
tanto, llevar a cabo un estudio adicional de estos casos para determinar el
origen de estas incoherencias.

Una vez fijados los pardmetros comentados, se procedi6 a generar la tabla
transaccional difusa, obteniéndose asi 8178 transacciones, con una media de
9,84 TFs diferentes por transacciéon y un mdaximo de 45 TFs. La Figura 5.7
muestra la frecuencia de aparicién de los 158 TFs que quedaron capturados

en alguna transaccion.

Itemsets obtenidos

Los umbrales de soporte y p-valor se fijaron nuevamente en 0,01, obtenién-
dose en este caso 250 itemsets. Los p-valores calculados indican que muy
probablemente muchas de las combinaciones obtenidas representen asocia-
ciones bioldgicas reales entre los TFs. Ademads, el tamafio de las combina-
ciones obtenidas oscila entre 2 y 4 TFBSs, lo que de hecho coincide con los

valores estimados previamente por otros autores [212, 34].

En primer lugar, se compararon los resultados obtenidos con los del apar-

tado anterior. La comparacién directa permitié observar que tan sélo el item-
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set {STE12, TEC1} se mantenia en un principio, por lo que se decidié com-
probar si el umbral del soporte estaba determinando que no aparecieran el
resto de itemsets. Efectivamente, disminuyendo el umbral del soporte se pu-
do comprobar que hasta 13 de los itemsets anteriores permanecian siendo
significativos. Ademads, se observd que los TFs DIG1, NDD1, SWI6, RCS1
y STB1 no aparecian en Jaspar, por lo que se justifica asi la no apariciéon
de hasta 14 de las combinaciones anteriores. Finalmente, en otros casos los
itemsets dejan de ser significativos. Esto ocurre por ejemplo con la combina-
cién {SKN7,SOK2,PHD1}. En este caso el itemset deja de ser significativo,
aunque es interesante destacar que dos de sus subitemsets se mantienen:
{SOK2,SKN7}, con soporte 0,0046, p-valor 3,671e — 07 y {SOK2,PHD1},
con soporte 0,0028 y p-valor 8,129¢ — 07.

Ademas, se utiliz6 nuevamente la herramienta STRING, que en este caso
devolvié grafos para 19 de los itemsets obtenidos, 13 de los cuales repre-
sentan relaciones directas entre los TFs correspondientes. La Figura 5.8 y
la Tabla 5.2 muestran algunos de estos itemsets. Por ejemplo, los TFs del
itemset {STE12, TEC1} mencionado anteriormente aparecen fuertemente
relacionados (Tabla 5.2). Como ya se ha comentado (Seccién 5.3.1), las
proteinas STE12 y TEC1 cooperan para regular diversos procesos celulares
[64, 162, 145].

Por otra parte, el factor de transcripcion ADR1 aparece combinado con
RAP1, RGT1 y SIP4 (itemsets 2 a 4). Distintas fuentes bibliograficas confir-
man estas tres asociaciones. En el caso de ADR1 y RAP1, entre otros regu-
ladores transcripcionales, pueden actuar para definir dominios de expresién
génica. Asi, se ha demostrado que ciertos sitios de unién de estos factores
llevan a cabo una funcién de “barrera”, impidiendo la propagacion de cier-
tas sefiales de silenciacién en la levadura [289]. Asimismo, la relacion entre
ADR1 y RGT1 (YKLO38W) se encontr6 previamente descrita en la bibliogra-
fia. Estos dos factores regulan la transcripcién de ciertos genes de respuesta
a perturbaciones en las fuentes de carbono [209]. Finalmente, tanto ADR1
como SIP4 forman parte de CRMs involucrados en el control transcripcional
del metabolismo no-fermentativo de la levadura [220].

El siguiente itemset (5) que aparece en la Tabla 5.2 contiene los TFs AFT2
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Tabla 5.2: Combinaciones de TFs obtenidas con Patser

ID Itemset || TFs | p-valor | Soporte
1 STE12,TEC1 7,713e — 03 0,013
2 ADR1,RAP1 4,625e¢ — 08 0,014
3 ADRL,RGT1 5.907¢ — 05 || 0,013
4 ADR1,SIP4 1,109¢ — 04 || 0,011
5 AFT2,RAP1 8,527¢ —14 || 0,012
6 MIG3,RGT1 3,087¢—06 || 0,012
7 MSN4,RPN4 2,837e — 03 0,024
8 MSN4,SKN7 1,391¢—05 || 0,013
9 MSN4,GIS1 1,110e — 16 0,020
10 MIG1,MIG2 1,110e—16 || 0,016
11 STE12,GCR2,STB5,XBP1 1,110e — 16 0,010
12 ADR1,MIG1 1,110e — 16 0,020
13 SUT1,MIG1 1,110e — 16 0,018

y RAP1. Se sabe que ambos factores regulan la transcripcién del FRE1, cuya
expresion se ve inducida con bajos niveles de hierro y cobre [6]. En la si-
guiente combinacion de la Tabla 5.2 (itemset 6) aparece de nuevo el factor
RGT1, en este caso combinado con MIG3. Hazbun et al. [115] demostra-
ron experimentalmente que estos dos TFs se unen a la regién promotora del
gen SUC2, cuyo producto es una enzima involucrada en la transformacién
de sacarosa en glucosa y fructosa. Seguidamente se muestran tres itemsets
que relacionan MSN4 con RPN4, SKN7 y GIS1 (itemsets 7 a 9), asociaciones
confirmadas por la bibliografia. Asi, se ha descrito que MSN4, RPN4 y SKN7
controlan la expresion de genes que se desregulan como respuesta a la pre-
sencia de ciertos herbicidas y fungicidas [247, 218]. Respecto a la relacion
de MSN4 con GIS1, STRING devolvié asociaciones tanto a nivel experimen-
tal, como de bases de datos y obtenidas de mineria de textos. Asimismo, en
la bibliografia se describe a estos factores de transcripciéon como mediadores
del regulén Rim-15 [47]. Finalmente, los TFs MIG1 y MIG2 (itemset 10) se
muestran también fuertemente relacionados a distintos niveles. Ambas pro-
teinas se requieren para la represion por glucosa de la expresién del gen
SUC2 [165]. Al final de la Tabla 5.2 (itemsets 11 a 13) se muestran algunas
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combinaciones para las que se obtuvieron relaciones indirectas, y otras para
las que no se obtuvo confirmacién.

Para finalizar esta seccidn, merece la pena comentar que se repitid todo el
proceso fijando en 8 el umbral global minimo de Patser (Seccién 5.3.2). De
esta forma se obtuvieron 56 itemsets. Es interesante el hecho de que este nue-
vo conjunto de itemsets era un subconjunto del obtenido en este apartado.
Es mas, los p-valores se mantenian practicamente invariables con respecto
a los obtenidos situando el umbral en 7,5. Este hecho es un indicador de
coherencia y robustez del método, ya que si los resultados contuvieran una
componente aleatoria significativa, podria esperarse que se hubieran obteni-

do nuevas combinaciones no consideradas anteriormente.

5.3.3 Combinacion de los TFBSs de Harbison et al. y los

obtenidos usando Patser

En este dltimo apartado se incluyen los resultados otenidos al combinar los
TFBSs proporcionados por Harbison et al. con los detectados utilizando Pat-
ser. De esta forma, se obtuvieron 8199 transacciones, con una media de 8.79
TFs diferentes por transaccion y un maximo de 46 TFs. Al igual que en los
dos casos anteriores, los umbrales de soporte y p-valor se fijaron en 0,01,
obteniéndose asi 256 itemsets.

En primer lugar se compararon los resultados obtenidos con los del apar-
tado anterior. Se comprobd que 248 de las combinaciones coincidian con las
obtenidas previamente, algo esperado ya que la gran mayoria de los TFBSs
provienen de los detectados por Patser. A continuacién se compararon los
resultados con los de la Seccion 5.3.1. En este caso 3 de los itemsets se man-
tenian, atn fijando el umbral del soporte en 0,01. Al disminuir dicho umbral
para permitir la aparicién de itemsets con menor soporte, se comprobé que
33 de los obtenidos en la Seccién 5.3.1 continuaban siendo significativos.

Este conjunto de resultados supone una mejoria de los mismos como con-
secuencia de la introduccién de los TFBSs de Harbison et al. Asi, resulta que
practicamente todas las combinaciones del apartado anterior se mantienen,

a la vez que se capturan mejor los itemsets obtenidos en la Seccién 5.3.1.
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Tabla 5.3: Itemsets obtenidos a partir de Patser y los datos de Harbison et al.

ID Itemset || TFs | p-valor | Soporte
1 SUTL,REI1 || 1,644e—09 || 0,010
2 MIG3,STB4 7,273e — 03 0,011
3 SUT1,HSF1 7,578e¢ — 03 0,014
4 MSN4,CHA4 8,535e — 03 0,024
5 SUT1,SWI4 8,750e — 03 0,010

Asimismo, aparecen algunas combinaciones nuevas que podrian resultar in-
teresantes (Tabla 5.3). La busqueda de asociaciones en dichas combinaciones
mediante STRING no devolvié ningtn resultado, por lo que es necesario un

estudio mds detallado de las mismas para confirmar tales relaciones.

5.4 Conclusiones

En este estudio se ha presentado una nueva metodologia difusa para estu-
diar co-ocurrencias significativas de TFBSs en un genoma. Esta metodologia
solventa algunas de las limitaciones de las propuestas previas. Con el ob-
jetivo de validar su utilidad se aplicé sobre el genoma de la levadura. Asi,
se obtuvieron toda una serie de combinaciones de factores de transcripcidn,
un amplio nimero de ellas en concordancia con la informacién obtenida de
bibliografia especializada, resultados de metodologias previas y datos pro-
porcionados por STRING. Todo esto, junto con los bajos p-valores obtenidos,
apoyan el buen funcionamiento de la metodologia.

La capacidad de las herramientas de deteccidon de TFBSs es limitada de-
bido a la gran complejidad del problema. Asimismo, la aplicacion de las téc-
nicas mds avanzadas de deteccién de TFBSs, se ve restringida por la falta de
informacion en las bases de datos correspondientes. El buen funcionamiento
de la técnica de deteccién empleada es fundamental para la obtencién de
CRMs fiables, por lo que los avances que se produzcan en estas técnicas me-
joraran el rendimiento de la metodologia. En este sentido, se piensa que la
introduccion de informacion adicional en el proceso de deteccién, tal como
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datos estructurales de las proteinas o de la estructura de cromatina, podrian

ayudar a determinar con mayor fiabilidad los posibles TFBSs.



CAPITULO

Conclusiones y trabajo futuro

6.1 Conclusiones

Este Capitulo resume las principales contribuciones de esta tesis, analizando
los resultados de acuerdo con los objetivos iniciales.

En el Capitulo 3 se describe una metodologia para la integracién y el
andlisis de informacién biolégica heterogénea. El principal aspecto de esta
metodologia consiste en el uso de una version difusa del algoritmo de ex-
traccion de reglas de asociacién TD-FP-Growth. La implementacion de dicho
algoritmo se integré en una aplicacién web: BioFAR. Mediante esta aplica-
cién se pretende extender el uso de las técnicas difusas en Bioinformadtica,
proporcionando una herramienta que permite el andlisis de grandes conjun-
tos de datos heterogéneos. La aplicacién resulté ser muy titil en el desarrollo
de este trabajo.

La metodologia se aplico posteriormente a un conjunto de datos consti-
tuido por una amplia variedad de caracteristicas estructurales y funcionales
del genoma de la levadura. Los resultados muestran asociaciones interesan-
tes, muchas de ellas en concordancia con trabajos experimentales previos
en este drea. De esta forma se demuestra que la metodologia es 1til para
obtener asociaciones relevantes y fiables, las cuales pueden servir como hi-

potesis para su posterior validaciéon en el laboratorio. Asimismo, las reglas
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de asociacion difusas han mostrado ser una herramienta intuitiva para des-
cribir relaciones biolégicas utilizando etiquetas lingiiisticas y unos pocos pa-
rametros facilmente interpretables (soporte, confianza y factor de certeza).
Esto las hace especialmente utiles en Bioinformatica, dado que los expertos
(bidlogos, médicos, etc.) no suelen disponer de conocimientos informaéticos
avanzados y deben estudiar y validar los resultados.

Los datos evidencian la importancia de utilizar técnicas que modelen los
limites de una manera mas realista a como lo hacen las técnicas cldsicas
crisp. La definicién apropiada de los conceptos introducidos en el andlisis
es crucial, ya que determina la interpretacidén que se hard de los resultados.
Asimismo, la presencia de ruido e imprecision en los datos biolégicos hace
mads necesario aun utilizar definiciones difusas de estos conceptos y aplicar
sobre ellos técnicas de Soft Computing.

En el Capitulo 4 se presenta un trabajo multidisciplinar para descubrir
potenciales relaciones entre datos de expresion y factores de pronéstico en el
cancer de mama. La heterogeneidad e imprecisidn de los datos, asi como sus
grandes dimensiones, hacen que la extraccién de reglas de asociacién difusas
sea una herramienta apropiada para el analisis.

Se obtuvieron una serie de asociaciones, entre las reglas obtenidas se
muestran muchas tendencias ya descritas en la bibliografia. Asimismo, apa-
recen otras que, aun no encontrdndose una mencién explicita, cobran sen-
tido de acuerdo con las publicaciones consultadas. Finalmente, se muestran
también otras relaciones de las que no se dispone evidencia bibliogréfica.
Los resultados obtenidos permiten, por tanto, sugerir que algunas estas re-
laciones podrian guiar a los expertos hacia un mejor entendimiento de esta
enfermedad. De hecho, actualmente se estdn realizando pruebas de PCR e in-
munostoquimica sobre algunos genes resultantes de las reglas de asociacion
obtenidas, con objeto de descubrir posibles marcadores tumorales.

En el Capitulo 5 se presenta una nueva metodologia difusa para estudiar
co-ocurrencias significativas de TFBSs en un genoma. Esta metodologia sol-
venta algunas de las limitaciones de las propuestas previas. Algunas de sus

propiedades mds interesantes de son:
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e Tan solo requiere como entrada la secuencia del genoma, una libreria

de PWMs y los umbrales de soporte y p-valor.

e Es capaz de analizar un genoma completo sin necesidad de restringir

la busqueda a regiones concretas.

e El uso de conjuntos difusos para modelar los médulos de regulacion

representa mas adecuadamente la realidad.
¢ No impone ningun tipo de restriccion en el tipo de CRMs que se buscan.

e Cada CRM obtenido se expresa mediante un conjunto de TFs, su fre-
cuencia de aparicién en el genoma y un p-valor, lo que hace que los

resultados sean facilmente interpretables.

Con el objetivo de validar su utilidad se aplicé sobre el genoma de la le-
vadura. Asi, se obtuvieron toda una serie de combinaciones de factores de
transcripcion, de las cuales un amplio namero de ellas estd en concordancia
con la informacién obtenida de bibliografia especializada, con los resultados
de metodologias previas, asi como con los datos proporcionados por STRING.
Todo esto, junto con los bajos p-valores obtenidos, apoyan el buen funciona-
miento de la metodologia.

La capacidad de las herramientas de deteccidon de TFBSs es limitada de-
bido a la gran complejidad del problema. Asimismo, la aplicacién de las téc-
nicas mds avanzadas de deteccién de TFBSs, se ve restringida por la falta de
informacidn en las bases de datos correspondientes. El buen funcionamiento
de la técnica de deteccién empleada es fundamental para la obtencién de
CRMs fiables, por lo que los avances que se produzcan en estas técnicas me-
joraran el rendimiento de la metodologia. En este sentido, se piensa que la
introduccion de informacion adicional en el proceso de deteccién, tal como
datos estructurales de las proteinas o de la estructura de cromatina, podrian
ayudar a determinar con mayor fiabilidad los posibles TFBSs.

Finalmente, es necesario destacar que el objetivo de este trabajo no con-
siste en descubrir y establecer el papel de todos los genes mostrados en los
resultados, dado que no se dispone de evidencia experimental de estas re-
laciones. Por el contrario, se pretende mostrar patrones obtenidos con estas
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técnicas que pueden guiar a los cientificos del area correspondiente (médi-
cos, bidlogos, etc.), en sus investigaciones, proporcionando relaciones que

les permitan enunciar hipdtesis para su posterior validacion experimental.

6.2 Trabajos futuros

Hay auin mucho trabajo por llevar a cabo referente al desarrollo y aplicacién
de técnicas difusas en Bioinformatica. En este caso particular, estamos espe-
cialmente interesados en el desarrollo de nuevas estrategias de filtrado de
reglas que permitan mejorar la fiablidad de los resultados. En este sentido,
el desarrollo de estrategias de filtrado especificas para este dominio es pro-
bablemente la opcidn mds apropiada, dada la gran cantidad de informacién
disponible que podria incorporarse al proceso de biisqueda, lo que llevaria a
un enfoque semisupervisado. Obviamente, las mejoras que se alcancen en la
metodologia seran integradas en BioFAR.

Respecto al estudio llevado a cabo sobre el genoma de la levadura, los
trabajos futuros comprenderdn la inclusién de atributos nuevos en el andlisis.
Es mads, serd especialmente interesante aplicar la metodologia sobre genomas
de otras especies y comparar los resultados. En este caso, la comparacion se
vera limitada por la disponibilidad de la informacién de otras especies y por
la complejidad de los genomas correspondientes.

Ademas, se derivan diferentes lineas de investigacion del estudio sobre
el cancer de mama. En este sentido, es altamente recomendable incluir mas
pacientes en el andlisis, dado que esto ayudaria a capturar mejor la realidad
de la poblacién y a eliminar patrones espurios. Asimismo, seria interesante
aplicar otras técnicas de normalizacién de microarrays y comparar los resul-
tados, lo que incrementaria la calidad y fiabilidad de los datos obtenidos.
Ademas, la aplicacién de otras técnicas computacionales, como por ejemplo
algoritmos de biclustering, podria ayudar a mejorar los resultados.

Finalmente, surgen diferentes trabajos de la parte del estudio de los CRMs.
El objetivo inmediato consiste en mejorar el proceso de deteccién de TFBSs,

para lo que se podrian aplicar metodologias ya desarrolladas por el grupo
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que capturan las dependencias interposicionales. Como ya se comentd an-
teriormente, su aplicacién se ve limitada por falta de informacién en las
bases de datos, lo que hace necesario investigar nuevas vias de obtencién
de dicha informacién. Posteriormente, la metodologia debera aplicarse sobre
otros genomas. En este sentido, seria razonable incrementar paulatinamente

la complejidad de los genomas estudiados.
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CHAPTER

Conclusions and future work

6.1 Conclusions

This chapter summarizes the contributions of this thesis, analyzing the results
with regards to the initial objectives.

A novel fuzzy methodology for the integration and analysis of heteroge-
nous biological data is described in Chapter 3. The main aspect of this fuzzy
methodology is a novel fuzzy association rule mining algorithm, the Fuzzy-
TD-FP-Growth method. A web application was developed which runs the
algorithm: BioFAR. This software aims to spread fuzzy techniques by provid-
ing a tool which helps to analyze heterogeneous and high-dimensional data.
The web application has been shown to be very useful in the development of
this work.

The methodology was then applied over a dataset comprising a variety
of structural and functional features of the yeast genome. The results show
relevant associations, many of them in agreement with previous works in this
field. It demonstrates that significant biological insights can be obtained by
using the proposed methodology. It also proves fuzzy association rules to be
an intuitive tool to describe biological relationships by using linguistic labels
and few easy-understandable parameters (support, confidence and certainty
factor). Moreover, fuzzy rules are easy to understand since they are very

similar to the way a person might express knowledge. This makes them
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especially suitable for their application in this field in which experts must
validate the results.

The data also show the importance of using techniques that can model
borders in a more realistic way than classical crisp techniques do. The ap-
propriate definition of the concepts introduced in the analysis is crucial since
it determines the interpretation that one may obtain from the resultant rule
set. In addition, the presence of noise in biological data makes even more
necessary to use a fuzzy definition of these concepts.

An integrative and multi-disciplinary approach is presented in Chapter 4
to study potential relations between prognostic factors and whole-genome
expression data in breast cancer. The heterogeneity and imprecise nature of
the data along with its high dimensionality make fuzzy association rules an
appropriate tool for the analysis.

A number of interesting associations have been found, many of these rep-
resenting previously described trends. Likewise, some other rules have ap-
peared which are not directly reported in the literature, but that make sense
according to previously published results. Finally, a set of relations has also
been obtained for which no bibliographic evidence was found. These results
suggest that some of these patterns may help experts to achieve a better un-
derstanding of breast cancer. In fact, some of the obtained associations are
currently being validated at the Hospital Universitario Virgen de las Nieves by
means of PCR and IHC analysis.

Chapter 5 is devoted to a new fuzzy approach to study significant co-
occurrences of closely located TFBSs in the yeast whole-genome. This method-
ology overcomes some of the limitations of previously proposed approaches.

Some interesting properties of the proposed methodology are:

e It only requires the genome sequence, a library of PWMs and a p-value

and support threshold.

e It is able of analyzing a complete genome without limiting the search

procedure to specific regions.
e The use fuzzy sets allows the methodology to properly model CRMs.

e It does not impose constraints on the form of the discovered CRMs.
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e Each CRM is expressed as a set of TFs, its frequency of appearance
in the genome and a p-value, which makes the results to be easily

interpretable.

In order to validate the methodology experiments were carried out over
the yeast genome. A number of interesting TF combinations have been
found, many of them in agreement with the literature, with the results ob-
tained by previous approaches and with the data provided by STRING. These
facts, together with the very low p-values of the reported TF combinations,
support the good performance of the methodology.

The performance of TFBSs detection techniques is quite limited by the
great complexity of the problem. Likewise, the use of the most advanced
techniques is constrained by the lack of available information. A good perfor-
mance of the TFBS detection tool is critical in order to obtain reliable CRMs.
Thus, enhancements of TFBSs detection tools will clearly improve the per-
formance of the methodology. In this respect, we believe that the integration
of additional information (e.g. chromatin structure data, protein structure
data, etc.) in the detection process may help to increase the reliability of the
inferred TFBSs.

Finally, it is worth mentioning that it was not the aim of this work to give
a comprehensive list and biological interpretation of all of the obtained bio-
logical patterns, but to show that interesting associations can be obtained fol-
lowing the proposed methodologies. These associations may serve to enunci-
ate hypothesis for subsequent empirical evaluation. Therefore, a deep study
and experimental evidences of these patterns are needed to confirm such

associations.

6.2 Future work

There is much room for improvement regarding the development and ap-
plication of fuzzy techniques, and particularly, fuzzy association rule mining
techniques for the integration and analysis of biological information. In this
respect, we are specially concerned with the development of new rule filter-

ing strategies which help to increase the reliability of the results. Probably,
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the definition of domain-specific rule filtering strategies is the most appro-
priate choice in this field, since there is much information available which
could be incorporated into the discovery proccess, thus leading to a semi-
supervised approach. Obviously, every enhancement of the methodology will
be implemented in BioFAR.

Regarding the particular study of the yeast genome, future work com-
prises the inclusion of new attributes into the analysis. Furthermore, it could
be very interesting to apply the methodology over information obtained from
genomes of other species and to compare the results. This comparison will
be limited by the availability of information from the rest of species and by
the complexity of the corresponding genomes.

Several research projects also arise from the breast cancer work. Ad-
vances in this study may yield quite relevant results. For example, the inclu-
sion of more patients in the analysis is highly recommendable, since it would
help to better capture the reality of the population and to remove spurious
patterns. Likewise, the use of some other microarray normalization proce-
dures and the comparison of the results could improve the signification of the
results. In addition, the application of additional computational techniques
such as biclustering algorithms may help to enhance the result set.

Finally, some future works are derived from the CRMs discovery part.
The next task is to improve the TFBSs detection process by applying some
of the methodologies developed by our group. These methodologies take
into account the positional dependencies and have been recently shown to
outperform previous approaches. As previously stated, their application is
limited by the available information. Therefore, additional ways of gather-
ing the required information should be investigated. Then, the methodology
shall be tested on genomes of other species. Gradually increasing the com-

plexity of the genome is probably the most reasonable procedure.
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