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Introduccion

Planteamiento

En la actualidad, una de las areas de aplicacién mas importantes de la Teoria de Con-
Juntos Difusos y de la Ldgica Difusa [KY95, Zad65, Zim96] la componen los Sistemas
Basados en Reglas Difusas (SBRDs). Este tipo de sistemas constituyen una extension de
los Sistemas Basados en Reglas que hacen uso de la Logica Cléasica puesto que emplean
reglas de tipo “SI-ENTONCES” en las que los antecedentes y consecuentes estan com-
puestos por proposiciones difusas en lugar de proposiciones de la Logica Clasica. Existen
distintos sistemas de este tipo dependiendo de la naturaleza de las entradas y salidas que
manejan, asi como de la estructura de regla difusa con la que trabajan, pudiendo dis-
tinguirse entre SBRDs puros, descriptivos y aproximativos de tipo Mamdani, y de tipo

TSK.

Una de las principales aplicaciones de los SBRDs es el modelado de sistemas, que
puede ser considerado en este campo como una aproximacion para modelar un sistema
haciendo uso de un lenguaje de descripcién basado en Logica Difusa con predicados difu-
sos. En este modelado suelen existir dos requisitos enfrentados, la precision y el nivel de
interpretabilidad del modelo obtenido.

Es posible distinguir dos tipos de modelado cuando se hace uso de los SBRDs: modela-
do cualitativo y modelado difuso, segin el requerimiento prioritario sea la interpretabilidad
o la precisién del modelo, respectivamente. El primero de ellos se realiza mediante los
SBRDs descriptivos, los cuales emplean reglas difusas con variables linguisticas que to-
man valores en un conjunto de términos con un significado real, de modo que el modelo
cualitativo obtenido finalmente consiste en una serie de descripciones lingtisticas sobre
el comportamiento del sistema que esta siendo modelado. El modelado cualitativo, en
cambio, se lleva a cabo mediante los SBRDs aproximativos, sistemas en los que las reglas
difusas estan compuestas por predicados difusos sin interpretacion lingiistica, es decir, las
variables que componen las reglas no toman como valores una serie de términos lingtisticos
con una semantica asociada en forma de conjunto difuso, sino directamente un conjunto
difuso.

Para obtener un SBRD de cualquiera de los tipos anteriores es necesario llevar a cabo
una serie de tareas de diseno, englobadas principalmente en dos grupos:
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e El diseno del Sistema de Inferencia, elemento del SBRD que lleva a cabo el proceso
de inferencia difuso.

o La generacion de la base de reglas difusas que contiene la informacién empleada por
el sistema para proporcionar una salida ante una entrada determinada.

Esta segunda tarea es complicada de llevar a cabo cuando no existe un experto capaz de
determinar la estructura de la base de reglas difusas y su realizacién requiere, en muchos
casos, el empleo de técnicas automaticas de aprendizaje que generen la base a partir de la
informacion numérica disponible sobre el problema a resolver.

En los dltimos anos, se han desarrollado una gran cantidad de métodos de aprendizaje
automatico que tratan de afrontar la generacién de la base de reglas difusas a partir de la
informacion numérica disponible y haciendo uso de las técnicas mas variadas. Una gran
parte de estos procesos presentan una serie de inconvenientes tales como el hecho de que
desperdician la informacion experta disponible o que solamente permiten el disenio de un
tipo concreto de SBRD.

Debido a estas razones, parece adecuado el desarrollo de una metodologia general que
permita la generacién automatica de la base de reglas difusas en el caso en el que éstas
no puedan ser obtenidas directamente a partir de la informacién experta existente. Esta
metodologia deberia posibilitar la creacién de procesos de aprendizaje automatico que
permitan disenar SBRDs de todos los tipos existentes y que aprovechen la informacién
experta disponible para mejorar la definicion de la base de reglas difusas. Ademas, se
deberia establecer una estructura genérica y una serie de recomendaciones de diseno que
sean, a la vez, lo suficientemente flexibles como para que el construir procesos concretos
de aprendizaje a partir de las mismas sea sencillo y lo suficientemente robustas como para
que dichos procesos permitan el diseno de SBRDs que presenten buen comportamiento.

Por otro lado, la combinacién de la Logica Difusa y los Algoritmos Evolutivos ha obte-
nido unos resultados muy prometedores en los tltimos anos [CHL96b, CHL97a, CHLI7b,
HV96, Ped97, SSZ97, Tet95]. La definicién automdtica de un Sistema Difuso puede ser
afrontada como un proceso de optimizacion o de busqueda y los Algoritmos Evolutivos
(AEs) [Bac96], en particular los Algoritmos Genéticos [Gol89, Hol75, Mic96], estan consi-
derados actualmente como la técnica de busqueda global mas conocida y empleada. Este
tipo de algoritmos presentan la capacidad de explorar y explotar espacios de bisqueda
complejos, lo que les permite obtener soluciones muy proximas a la éptima en dichos espa-
cios. Ademas, la codificacion genética que emplean les permite incorporar conocimiento
a priori de una forma muy sencilla y aprovecharlo para guiar la busqueda. Todas estas
razones han incrementado el empleo de este tipo de algoritmos para el disenio de Sistemas
Difusos a lo largo de los ultimos anos, lo que ha dado lugar a la creacién de los Sistemas

Difusos FEvolutivos [CH95, HM97].

Un Sistema Difuso Evolutivo es un método de diseno automatico de Sistemas Difusos
basado en AFs. Dentro de este gran grupo, los maés conocidos y estudiados son los

Sistemas Basados en Reglas Difusas Fvolutivos (SBRDEs) [CH95, GH97, HM97], en los
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que se hace uso de los AEs para obtener de un modo automaético la totalidad o una parte
de la base de reglas difusas del SBRD. Existen distintos tipos segin que la tarea de diseno
que lleven a cabo sea la definicion de las funciones de pertenencia de los conjuntos difusos
de las reglas, la obtencion de las propias reglas o ambas.

Objetivos

El objetivo de esta memoria es presentar una metodologia para la obtencién de procesos
evolutivos de aprendizaje automatico de bases de reglas difusas que sea lo suficientemente
general como para permitir el diseno de SBRDs de cualquier tipo de un modo eficiente y
sencillo, en la linea indicada anteriormente. Ademads, nos planteamos emplear el modelo
evolutivo de aprendizaje propuesto para construir una serie de SBRDEs concretos que
permitan disenar SBRDs de todas las clases existentes.

Este objetivo general se descompone en varios objetivos particulares que se comentan
a continuacion:

1. Hacer un analisis en profundidad de los distintos aspectos bdsicos relacionados con
los SBRDFESs. Puesto que el objetivo final es el diseno de una metodologia general que
permita la obtencién de SBRDEs, debemos poner especial atencién en los siguientes
aspectos:

e Analizar la resolucion del problema fundamental que aparece en los SBRDEs,
el problema de cooperacion-competicion, consistente en hallar la forma maés ade-
cuada para conseguir que la competicién inducida por el AE permita generar
bases de reglas difusas cuyas reglas cooperen de un modo adecuado para pro-
porcionar una respuesta correcta ante cualquier entrada que reciba el sistema.

o Estudiar los tres enfoques evolutivos de aprendizaje de Sistemas Basados en
Reglas existentes: el enfoque Michigan, el enfoque Pittsburgh y el enfoque de
Aprendizaje Iterativo de Reglas, con objeto de analizar las ventajas e incon-
venientes que presentan asi como de estimar el grado de dificultad asociado
al problema de cooperacién-competicion cuando se considera alguno de estos
enfoques en el diseno de un SBRDE.

e Determinar cuales son las tareas de disefio que es necesario desarrollar para
construir un SBRDE y cudl es el mejor modo de llevarlas a cabo.

2. Disenar un paradigma evolutivo de aprendizaje automdtico de bases de reglas difu-
sas. Este modelo debe ser lo suficientemente flexible, robusto y general como para
posibilitar la creacion de procesos de aprendizaje automatico con un buen funciona-
miento que permitan disenar SBRDs de todos los tipos existentes y que hagan un
uso adecuado de la informacion experta disponible para mejorar la definicién de la
base de reglas difusas.
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3. Disenar un SBRDFE para el aprendizaje automdtico de Bases de Conocimiento des-
criptivas de tipo Mamdani. Nos proponemos hacer uso de la metodologia propuesta
para obtener un SBRDE que pueda ser empleado en tareas de modelado cualitativo.
Dicho proceso evolutivo de aprendizaje debera permitir el diseno de SBRDs descrip-
tivos de tipo Mamdani que mantengan el nivel de descripcién asociado a este tipo
de sistemas al mismo tiempo que aumenten la precisién.

4. Construir SBRDFEs para el aprendizaje de Bases de Reglas Difusas aprozimativas
de tipo Mamdani. Dichos SBRDEs deberan afrontar la generacion de una Base de
Reglas Difusas aproximativa al completo, es decir, el aprendizaje automatico de las
reglas difusas y de las funciones de pertenencia manejadas en las mismas. Estos
procesos evolutivos de aprendizaje seran adecuados para su aplicacién en problemas
complejos de modelado difuso en los que un modelo cualitativo no permite obtener
el nivel de precision deseado.

5. Disenar un SBRDF para el aprendizaje de Bases de Conocimiento de tipo TSK: Con
objeto de completar todos los tipos de SBRDs existentes, pretendemos construir un
proceso evolutivo de aprendizaje para el diseno de SBRDs de tipo TSK. Debido a la
estructura de regla empleada por el SBRD considerado, en la que el consecuente no
es interpretable, el drea de aplicacién de este iltimo proceso serdn aquellos problemas
de modelado en los que el tinico requisito sea la precision del modelo generado.

6. Estudiar el comportamiento de los SBRDFEs obtenidos en la resolucion de una serie
de problemas de modelado con distintos requerimientos.

Resumen

La presente memoria esta organizada en siete capitulos, una seccién de ”Comentarios
Finales”y tres apéndices. A continuacion resumimos brevemente los contenidos de cada
uno de ellos:

En el capitulo 1 introduciremos las nociones basicas de los SBRDs, describiendo los
distintos tipos existentes, su composicion y funcionamiento, analizando detenidamente las
tareas de disenio que es necesario llevar a cabo para obtenerlos.

En el capitulo 2 nos centraremos en el estudio de los Sistemas Basados en Reglas
Difusas Fvolutivos. Introduciremos brevemente los tipos de AEs mas empleados, analiza-
remos su aplicacién clasica al aprendizaje de Sistemas Basados en Reglas y estudiaremos
detalladamente los SBRDEs, presentando los tipos existentes y la problematica de diseno
asociada, asi como unos cuantos ejemplos.

En el capitulo 3 presentaremos la metodologia evolutiva de aprendizaje de bases de
reglas difusas propuesta. En dicho capitulo sentaremos las bases de este modelo, que
tendrd en cuenta las caracteristicas principales de los dos elementos considerados en el
proceso de diseno (el sistema a disenar, el SBRD, y la técnica utilizada para llevar a cabo
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dicho diseno, el AE) para resolver del modo mas adecuado el problema de cooperacion-
competicion y para refinar al maximo la definicién de las bases de reglas difusas obtenidas.

En el capitulo 4 introduciremos un SBRDE para el aprendizaje de Bases de Conoci-
miento de SBRDs descriptivos de tipo Mamdani, el cual trabajara sobre una estructura
especial de base de reglas difusas que permitira mejorar el grado de precision del sistema
al mismo tiempo que se mantiene un nivel de descripcion aceptable. Al final del capitulo
mostraremos los resultados obtenidos por el proceso propuesto en una serie de aplicacio-
nes de modelado cualitativo, presentadas en el Apéndice A, y lo compararemos con otros
SBRDESs pertenecientes a la misma familia.

En el capitulo 5 presentaremos dos SBRDEs para el aprendizaje de Bases de Reglas
Difusas aproximativas de tipo Mamdani con una filosofia de generacion de reglas distinta,
basadas respectivamente en una semantica libre restringida o no restringida. Este hecho
dara lugar a que cada uno de ellos sea mas adecuado para un problema de modelado difuso
concreto en funcion de la complejidad del sistema que se desee modelar. Al término de este
capitulo estudiaremos también el comportamiento de ambos SBRDEs en las aplicaciones
comentadas y los compararemos con otros dos SBRDEs de caracteristicas similares.

En el capitulo 6 introduciremos el ultimo de los SBRDEs construido a partir de la
metodologia evolutiva de aprendizaje propuesta en el capitulo 3. En este caso, el proceso
evolutivo de aprendizaje presentado permitira el diseno de SBRDs de tipo TSK. Al igual
que en los dos capitulos anteriores, una vez presentado el propio SBRDE, se estudiara su
comportamiento en una serie de aplicaciones y se comparara con otro SBRDE incluido en
la misma familia.

En el capitulo 7 recogeremos una serie de aplicaciones reales, dos pertenecientes al
campo de la ingenieria eléctrica y una al de la valoracion de la calidad de las comidas,
que nos permitiran estudiar el comportamiento de los cuatro SBRDEs propuestos en los
tres capitulos anteriores. Puesto que los requisitos a satisfacer y la complejidad de los
sistemas a modelar son distintos en cada caso, estos problemas de modelado constituyen
una buena herramienta para comparar el comportamiento de distintos tipos de modelos
difusos en su resolucién.

Posteriormente, incluiremos un apartado de ”Comentarios finales”, que resumira los
resultados obtenidos en esta memoria y presentara algunas conclusiones sobre éstos, y
tres apéndices, dedicados respectivamente a describir las aplicaciones consideradas para
los problemas de modelado cualitativo y difuso afrontados en los capitulos 4, 5y 6, y a
introducir dos métodos inductivos de generacién de reglas difusas utilizados para construir
distintos SBRDEs empleados en dichos capitulos. Finalizaremos la memoria con una
recopilacién bibliografica que recogera las contribuciones mas destacadas en la materia
estudiada.
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Capitulo 1

Sistemas Basados en Reglas Difusas

En la actualidad, una de las areas de aplicacién mas importantes de la Teoria de Con-
Juntos Difusos y de la Légica Difusa, enunciadas por Zadeh en 1965 [Zad65], la componen
los Sistemas Basados en Reglas Difusas (SBRDs). Este tipo de sistemas constituyen una
extension de los Sistemas Basados en Reglas que hacen uso de la Logica Clasica puesto
que emplean reglas de tipo “SI-ENTONCES” en las que los antecedentes y consecuentes
estan compuestos por proposiciones difusas en lugar de proposiciones de la Logica Clasica.

En un sentido muy general, un SBRD es un Sistema Basado en Reglas en el que
la Logica Difusa puede ser empleada tanto como herramienta para representar distintas
formas de conocimiento sobre el problema a resolver, como para modelar las interacciones
y relaciones existentes entre las variables del mismo. La principal aplicacién de estos
sistemas inteligentes es el modelado difuso de sistemas [BD95, Ped96, SY93], puesto que
existe una amplia gama de sistemas reales en los que, debido a su nivel de complejidad o
imprecision, las herramientas clasicas no permiten obtener buenos resultados. Los SBRDs
se han aplicado con éxito a una gran cantidad de problemas reales a lo largo de los ultimos

anos [BD95, DHR93, GT95, Hir93, Ped96, Wan94].

El modelado difuso de sistemas se puede considerar como una via para modelar un
sistema haciendo uso de un lenguaje de descripcién basado en Logica Difusa con predicados
difusos [SY93]. Tal y como veremos a lo largo de este capitulo, empleando distintos tipos
de SBRDs es posible llevar a cabo distintos tipos de modelado, dependiendo del grado de
descripcion y precision que deseemos presente el modelo obtenido. Estos dos requisitos, el
grado en el cual es interpretable el modelo por el ser humano y el grado en que ese modelo
aproxima al sistema real, suelen estar enfrentados. Como ya indicaba Zadeh en su principio
de incompatibilidad [Zad73], cuando la complejidad de un problema aumenta, nuestra
capacidad para describirlo en términos precisos disminuye. De este modo, aunque el uso
de técnicas basadas en Logica Difusa, concretamente de los SBRDs, nos permite afrontar el
modelado de sistemas que estan envueltos en una cierta imprecision, obteniendo un modelo
cualitativo claramente interpretable por el ser humano, muchas veces el rendimiento del
modelo obtenido no es el deseado y preferimos perder en la claridad de descripcion para
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ganar en el rendimiento global del modelo. La decision entre cuan interpretable y cuan
preciso debe ser el modelo a obtener suele depender de las necesidades que se tengan para
el problema concreto.

La Loégica Difusa posee herramientas que permiten obtener distintos tipos de modelos
difusos segiin deseemos que predomine la interpretabilidad o la precision en los mismos.
De esta forma, es posible distinguir dos tipos de modelado cuando se trabaja en este
campo: modelado cualitativo y modelado difuso [SY93]:

e El primero de ellos se realiza mediante los SBRDs descriptivos, los cuales emplean
reglas difusas con variables lingiiisticas que toman valores en un conjunto de términos
con un significado real, de tal modo que el modelo cualitativo finalmente obtenido
forma un modelo difuso generalizado que consiste en una serie de descripciones
linguisticas sobre el comportamiento del sistema que esta siendo modelado. En este
primer tipo de modelado, la interpretabilidad del modelo es la nota predominante.
Como se indica en [SY93], las ideas bésicas de este tipo de modelado ya aparecian
en los primeros trabajos de Zadeh [Zad73].

e El segundo tipo de modelado, en cambio, se lleva a cabo mediante los SBRDs apro-
zimativos. En este tipo de sistemas, las reglas difusas estan compuestas por pre-
dicados difusos sin ninguna interpretacion linguistica, es decir, las variables que
componen las reglas no toman como valores una serie de términos lingiiisticos con
una semantica asociada en forma de conjunto difuso, sino directamente un conjunto
difuso. En este tipo de modelado basado en reglas difusas se asume que la me-
ta principal es la precisién en el modelado del comportamiento del sistema real
y se hace uso de la potencialidad de los SBRDs como aproximadores universales
[Buc93, Cas95, Cas96, Kos92, Wan92] y no tanto de su capacidad para represen-
tar el conocimiento en forma de reglas lingiisticas. Aun asi, el modelo obtenido
seguira presentando un cierto nivel de interpretabilidad que provendra del hecho de
estar compuesto por un SBRD; siempre serd posible determinar qué reglas han ac-
tuado ante una determinada entrada y, gracias a ello, se podra estudiar localmente
el comportamiento del modelo.

En este capitulo, vamos a introducir las nociones basicas de los SBRDs, describiendo
los distintos tipos existentes, su composicion y funcionamiento, y analizando las tareas
de disenio que es necesario llevar a cabo para obtenerlos. Dedicaremos una seccién al
estudio de las aplicaciones en las que pueden ser empleados, principalmente el modelado
y el control difuso. No entraremos, sin embargo, en los principios basicos de la Légica
Difusa, que pueden ser consultados en [KY95, Zim96].
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1.1 Tipos de Sistemas Basados en Reglas Difusas

En la literatura especializada se suele distinguir entre tres tipos de SBRDs segun la
forma que presentan las reglas difusas que emplean y segiin el tipo de entradas y salidas
que manejan [Wan94]. Describiremos dichos tipos en las secciones siguientes.

1.1.1 Sistemas Basados en Reglas Difusas Puros

La estructura basica de un SBRD de este primer tipo se recoge en la figura 1.1. Estos
sistemas reciben como entrada y devuelven como salida conjuntos difusos. Al no tener
que efectuar ninguna transformacion sobre las entradas o las salidas, estan formados por
dos componentes principales: una Base de Conocimiento, que almacena el conocimiento
disponible sobre el problema en forma de reglas lingiisticas de tipo “SI-ENTONCES”,
y un Sistema de Inferencia, encargado de llevar a cabo el proceso de inferencia sobre
las entradas haciendo uso de la informacién almacenada en la Base de Conocimiento
(describiremos este proceso en la siguiente seccion).

Base de Conocimiento
Difusa

|

salida
N gf;ﬁgg Y difusa
—=> Sjstema de Inferencia =

-

Figura 1.1. Estructura basica de un Sistema Basado en Reglas Difusas puro

Las reglas lingtiisticas empleadas presentan la siguiente forma en el caso de trabajar
con sistemas con multiples entradas y una tunica salida:

St Xyes Ay ...y X, es A, entonces Yes B,

donde X; e Y son variables lingtiisticas de entrada y salida respectivamente, y los A; y B
son etiquetas lingtisticas asociadas con conjuntos difusos que determinan su semantica.

Los SBRDs puros constituyen el modelo esencial de Sistema Difuso, un marco de
trabajo general en el cual se cuantifica la informacion lingtistica procedente de los expertos



18 Sistemas Basados en Reglas Difusas

humanos y se emplean los principios de la Logica Difusa para hacer un uso sistematico de
esa informacion. Este tipo de SBRDs constituye la derivacion natural de las ideas iniciales
de Zadeh [Zad73]. Su principal inconveniente es el hecho de que las entradas y salidas
sean conjuntos difusos, puesto que en la gran mayoria de los sistemas de ingenieria las
entradas y salidas que se manejan son numeros reales. Para evitar este problema, Takagi
y Sugeno, por un lado, y Mamdani, por otro, propusieron otros dos tipos de SBRDs que
trabajan con este tipo de entradas y salidas.

1.1.2 Sistemas Basados en Reglas Difusas de tipo Takagi-Sugeno

En lugar de trabajar con reglas difusas del tipo introducido en la seccién anterior, Takagi
y Sugeno [TS85] propusieron un nuevo modelo de SBRD que empleaba reglas en las
que el antecedente estaba constituido por variables linguisticas o difusas y el consecuente
representaba una funcién de las variables de entrada. La forma mas general de este tipo
de reglas es la que mostramos a continuacion, en la que el consecuente constituye una
combinacién lineal de las variables contenidas en el antecedente:

St Xies Ay y ...y X, es A, entonces Y =p1- X1+ ...+ p,- X, + po,

donde X; son las variables de entrada del sistema, Y es la variable de salida y los p; son
parametros reales. En lo que respecta a los A;, pueden ser bien etiquetas lingiiisticas
asociadas con conjuntos difusos en el caso en que las X; sean variables linguisticas, o bien
conjuntos difusos en el caso en que éstas sean directamente variables difusas. Este tipo de
reglas suelen denominarse reglas difusas de tipo TSK, en alusién a sus creadores [TS85].

La salida de un SBRD TSK que emplee una Base de Conocimiento formada por m
reglas de este tipo se obtiene como la media ponderada de las salidas individuales aportadas
por cada regla, Y;, 1 = 1...m, del siguiente modo:

Sy Y
donde h; = T(Ai(x1),..., An(x,)) es el grado de emparejamiento entre la parte antece-
dente de la regla ¢ y las entradas actuales al sistema, v = (21,...,2,). T es un operador

de conjuncion que se modela mediante una t-norma.

De este modo, tal y como enuncian sus creadores en [TS85], este SBRD se basa en
la division del espacio de entrada (uni o multidimensional) en varios subespacios difusos
(uni o multidimensionales) y en definir una relacién de entrada-salida lineal en cada uno
de dichos subespacios. En el proceso de inferencia, se combinan estas relaciones parciales
en el modo comentado para asi obtener la relacién global de entrada-salida, teniendo en
cuenta la dominancia de las relaciones parciales en sus respectivas areas de aplicacion y
el conflicto que se presenta en las zonas en las que existe solapamiento.
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entrada salida

x real Base de reglas Hi, Yi . y real
difusas TSK Media ponderada

Figura 1.2. Estructura basica de un Sistema Basado en Reglas Difusas TSK

En la figura 1.2 se muestra una representacion grafica de este segundo tipo de SBRDs.
Los SBRDs TSK han sido aplicados con éxito a una gran cantidad de problemas practicos.
La ventaja principal de estos sistemas es el hecho de presentar una ecuacién del sistema
compacta que permite estimar los parametros p; empleando métodos clasicos, lo que fa-
cilita su diseno. Sin embargo, el mayor inconveniente que tienen asociado esta también
relacionado con la forma de los consecuentes de las reglas, que al no ser difusos, provocan
que el sistema no constituya un marco de trabajo natural para representar el conocimien-
to experto. Es posible integrar conocimiento experto en estos SBRDs efectuando una
pequena modificacion sobre el consecuente de la regla: cuando un experto aporta un regla
linguistica con consecuente Y es B, se sustituye dicho consecuente por Y = pg, donde py
toma como valor el punto modal del conjunto difuso asociado a la etiqueta B. Este tipo
de reglas se suelen denominar reglas TSK simplificadas o de orden cero. Aun asi, no se
pueden emplear muchos de los principios de la Logica Difusa en este tipo de sistemas (por
ejemplo, emplear la potencialidad del Razonamiento Aproximado).

En lo que respecta al tipo de modelado que es posible llevar a cabo, los SBRDs TSK
constituyen un punto intermedio entre el cualitativo y el difuso. En el caso en que los
antecedentes de las reglas estén compuestos por variables lingtuisticas, los SBRDs TSK
combinan un grado de descripcién aceptable (aunque no sea posible interpretar la accion
que se lleva a cabo, es posible determinar linguisticamente de un modo claro cuando
dicha accién es aplicada) con un grado de precision superior al que se puede obtener con
un consecuente difuso. En cambio, en el caso en que las variables que conforman los
antecedentes sean difusas y no linguisticas, es claro que el SBRD se reduce a un modelo
difuso que persigue la precision como caracteristica primordial.

1.1.3 Sistemas Basados en Reglas Difusas de tipo Mamdani

El segundo tipo de SBRD que trabaja con entradas y salidas reales fue propuesto por
Mamdani [Mam74], el cual fue capaz de plasmar las ideas preliminares de Zadeh [Zad73]
en el primer SBRD tangible en una aplicacién de control. Este tipo de Sistemas Difusos,
los mas utilizados desde aquella fecha, se conocen también por el nombre de SBRDs con
Fuzzificador y Defuzzificador o, mas cominmente, por el de controladores difusos (nombre
que ya acuné Mamdani en sus primeros trabajos [MAT75]), ya que su aplicacién principal
ha sido historicamente el control de sistemas.
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Los SBRDs de tipo Mamdani son una translacién directa de los SBRDs puros al campo
de la ingenieria. De este modo, mantienen tanto el formato de regla difusa como la estruc-
tura basica de los sistemas puros, con lo que siguen empleando un Sistema de Inferencia
que efectia el Razonamiento Difuso, teniendo en cuenta la informacién contenida en una
Base de Conocimiento. La tnica novedad que presentan es la adicion de dos nuevos com-
ponentes que dotan al sistema con la capacidad de manejar entradas y salidas reales en
lugar de difusas: los Interfaces de Fuzzificacion y Defuzzificacion.

Base de Conocimiento
Difusa

entrada salida

x real Interfaz de : L Interfaz de y real
B Fuzzificacion Sistema de Inferenci Defuzzificacion

Figura 1.3. Estructura basica de un Sistema Basado en Reglas Difusas de tipo Mamdani

La figura 1.3 muestra la estructura general de los SBRDs de tipo Mamdani. Tal y
como comentaremos en la siguiente seccion, en la que se estudiarda detenidamente cada
uno de los componentes de este tipo de sistemas, el Interfaz de Fuzzificacion establece una
aplicacion entre valores precisos en el dominio U de las entradas del sistema y conjuntos
difusos definidos sobre el mismo universo de discurso. El Interfaz de Defuzzificacion, en
cambio, realiza la operacion inversa estableciendo una aplicacion entre conjuntos difusos
definidos en el dominio V de las salidas y valores precisos definidos en el mismo universo.

El SBRD de tipo Mamdani presenta una serie de caracteristicas muy interesantes.
Por un lado, puede ser empleado en aplicaciones reales de ingenieria, puesto que maneja
entradas y salidas reales. Por otro, proporciona un marco natural para incluir conocimiento
experto en forma de reglas lingiiisticas y permite combinar éste de un modo muy sencillo
con reglas obtenidas a partir de conjuntos de datos que reflejen el comportamiento del
sistema. Por ultimo, presenta una mayor libertad a la hora de elegir los Interfaces de
Fuzzificacion y Defuzzificacion, asi como el Sistema de Inferencia, de modo que permite
disenar el SBRD méds adecuado para un problema concreto. Analizaremos estas cuestiones
en secciones posteriores de este mismo capitulo.

Con respecto al tipo de modelado que llevan a cabo, los SBRDs de tipo Mamdani
fueron inicialmente pensados para realizar un modelado cualitativo. Las reglas difusas
estan formadas por variables lingtisticas de entrada y salida que toman valores dentro de
un conjunto de términos con un significado en el mundo real. De este modo, cada regla es
una descripcién de una condicion-accién que puede ser interpretada por un ser humano.

Desafortunadamente, tal y como comentabamos en la Introduccion de este capitulo, los
modelos cualitativos obtenidos mediante SBRDs de tipo Mamdani tienen la desventaja de
ser menos exactos que los modelos difusos cuando se trabaja con sistemas que presentan
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un nivel de complejidad alto. Este hecho se debe a ciertos problemas relacionados con
la estructura de las reglas difusas que emplean. En [Bas94], se analizan detenidamente
estos problemas y se llega a la conclusion de que la estructura de regla difusa de tipo
“SI-ENTONCES” basada en el manejo de variables linguisticas presenta las siguientes
limitaciones relacionadas con el empleo de este tipo de variables:

1. Se da una falta de flexibilidad en el SBRD debido a la forma tan rigida en la que se
particionan los espacios de entrada y salida.

2. No existe una distincién clara entre el conocimiento experto y la definicion de las
variables linguisticas incluidas en las reglas difusas.

3. Cuando las variables de entrada del sistema dependen unas de otras, es muy com-
plicado obtener una particion difusa adecuada de los espacios de entrada.

4. El tamano de la Base de Conocimiento depende directamente del nimero de varia-
bles y términos lingiisticos que existan en el sistema. La obtencion de un SBRD
preciso necesita de un aumento significativo en la granularidad, es decir, de la intro-
duccion de nuevos términos lingiisticos. Este aumento de la granularidad produce
un crecimiento desmesurado del nimero de reglas, lo que puede provocar que el
sistema pierda la capacidad de ser interpretable por el ser humano. Ademas, en la
mayoria de los casos, seria posible obtener un Sistema Difuso equivalente con un
numero mucho menor de reglas si no se estuviese tan sujeto al particionamiento tan
rigido efectuado sobre el espacio de entrada.

Debido a esta serie de problemas, que provocan que el SBRD obtenido no presente
el grado de precision deseado, en los ultimos anos ha surgido una nueva variante de los
SBRDs de tipo Mamdani, que antepone la precision del sistema obtenido a su interpreta-
bilidad. Este tipo de sistemas se denominan habitualmente SBRDs aprozimativos de tipo
Mamdani [BD95, CH95, CH97¢, Koc96], en contraposicién a los que siguen la estructura
clasica que se pueden nombrar como SBRDs descriptivos de tipo Mamdani. Obviamente,
la aplicaciéon principal de los SBRDs aproximativos es el modelado difuso de sistemas.

La estructura de un SBRD aproximativo es practicamente la misma que la de un
descriptivo, es decir, la que mostrabamos en la figura 1.3. La tnica diferencia radica en
el tipo de reglas que se emplean en la Base de Conocimiento. En este caso, dichas reglas
no manejan variables lingtisticas sino, directamente, variables difusas. Asi, la estructura
de las reglas difusas consideradas por los sistemas aproximativos es la siguiente:

St Xyes Ay ...y X, es A, entonces Yes B,

donde el tnico cambio que se produce con respecto a la estructura de regla empleada
en los SBRDs puros y descriptivos de tipo Mamdani, es el hecho de que las variables de
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entrada X; y la de salida Y son variables difusas en lugar de lingtisticas y, por tanto, los
A; v B son conjuntos difusos sin interpretacion directa en lugar de etiquetas lingiiisticas.

Por lo tanto, este tipo de sistemas no necesitan del empleo de una Base de Datos que
almacene los términos lingtisticos existentes y los conjuntos difusos que determinan la
semantica asociada a los mismos. En este caso, la Base de Conocimiento empleada en los
SBRDs de los tipos anteriores, que estaba compuesta por la Base de Datos comentada
y por una Base de Reglas Lingiisticas, queda reducida a una Base de Reglas Difusas
formada por un conjunto de reglas que presentan la tultima estructura mostrada en la
cual cada regla individual contiene la semantica que la describe. La figura 1.4 representa
graficamente este hecho.

a) Base de Conocimiento

NB NM NS ZR PS PM PB NB NM NS ZR PS PM PB

Xl Xr N\ Yr

R1: Si X es NB entonces Y es NB R5: Si X es PS entonces Y es PS

R2: Si X es NM entonces Y es NM R6: Si X es PM entonces Y es PM Ba.se d.e Reglas
R3: Si X es NS entonces Y es NS R7: Si X es PB entonces Y es PB Linguisticas
R4: Si X es ZR entonces Y es ZR

b) Base de Reglas Difusas

R1: Si X es_/"\_ entonces Y es™_
R2: Si X es./\_ entonces Y es/\__
R3: Si X es_/_ entonces Y es/\
R4: Si X es~ "\ entonces Y es/™>._

Figura 1.4. Comparacion grafica entre una Base de Conocimiento descriptiva y una Base
de Reglas Difusas aproximativa

Finalizaremos esta seccion, matizando un poco mas la idea comentada sobre el grado de
precision que es posible alcanzar mediante el empleo de los SBRDs aproximativos de tipo
Mamdani. Puesto que el nivel de interaccion existente entre los conjuntos difusos incluidos
en reglas vecinas contenidas en la Base de Reglas Difusas aproximativa es variable y
depende de cada pareja de reglas concreta, este tipo de sistemas son muy adecuados para
trabajar con problemas complejos en los que pequenos cambios en las entradas tienen
asociados grandes cambios en las salidas. Es al afrontar este tipo de problemas cuando los
SBRDs aproximativos de tipo Mamdani son mas precisos que los descriptivos del mismo
tipo.

En cambio, esta caracteristica representa un desventaja en problemas sencillos y lo
sera tanto mas cuantas mas reglas contenga la Base de Reglas Difusas. FEn este caso,
existiran mas interacciones entre las reglas difusas y los niveles de interaccién seran mas
variados y precisamente, para obtener buenos resultados en problemas de baja complejidad
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es necesario un nivel de interaccién fijo y constante. Por esta razén, es mejor el uso
de SBRDs descriptivos ya que consideran unas particiones difusas globales que definen
la semantica de todos los términos empleados en las reglas lingtisticas de la Base de
Conocimiento.

1.2 Analisis de las Componentes de los Sistemas Basa-
dos en Reglas Difusas de tipo Mamdani

Repasando los conceptos introducidos en la seccion anterior, un SBRD de tipo Mam-
dani estd formado por las siguientes componentes:

e una Base de Conocimiento o de Reglas Difusas, que contiene las reglas linguisti-
cas o difusas, segun sea el sistema descriptivo o aproximativo, las cuales guian el
comportamiento del mismo,

o un Interfaz de Fuzzificacion, que se encarga de transformar los datos de entrada
precisos en valores manejables en el proceso de razonamiento difuso, es decir, en
algin tipo de conjunto difuso,

e un Sistema de Inferencia, que emplea estos valores y la informacion contenida en la
base para llevar a cabo dicho proceso, y

e un Interfaz de Defuzzificacion, que transforma la accion difusa resultante del proceso
de inferencia en una accion precisa que constituye la salida global del SBRD.

Analizaremos detenidamente cada una de estas componentes en las secciones siguientes.

1.2.1 La Base de Conocimiento o Base de Reglas Difusas

La Base de Conocimiento o de Reglas Difusas es la parte esencial del SBRD debido a que
las tres componentes restantes del sistema se ocupan de interpretar las reglas contenidas en
ella y hacerlas manejables en problemas concretos. Tal y como comentabamos en la seccién
anterior, la componente que almacena estas reglas se denomina Base de Conocimiento
(BC) o Base de Reglas Difusas (BRD) segiin el SBRD sea descriptivo o aproximativo.

En el primero de los casos, es decir, en los SBRDs descriptivos, la BC esta formada a
su vez por dos componentes distintos: la Base de Reglas Lingtiisticas y la Base de Datos:
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e La Base de Reglas Lingiisticas (BRL) estd formada por un conjunto de reglas
linguisticas de tipo “SI-ENTONCES” que, en el caso de SBRDs con muiltiples en-
tradas y una tnica salida, presentan la estructura introducida en la seccién 1.1.1:

St Xy es Ay ...y X, es A, entonces Yes B,

donde X; e Y son variables lingtiisticas de entrada y salida respectivamente, y los A;
y B son etiquetas lingtisticas asociadas a dichas variables. La BRL esta compuesta
por una serie de reglas de este tipo unidas por el operador ademds, lo que indica,
como veremos en la seccion siguiente, que todas ellas pueden dispararse ante una
entrada concreta.

La estructura de una regla linguistica puede ser mas general si se emplea otro co-
nectivo, en lugar del y, para relacionar las variables de entrada en el antecedente
pero en trabajos como [Wan94] se demuestra que la estructura de la regla mostrada
es lo suficientemente general como para incluir otras. Debido a este hecho y a su
simplicidad, este tipo de reglas son las mas empleadas en la literatura especializada.

e La Base de Datos (BD) contiene la definiciéon de los conjuntos difusos asociados a
los términos lingtisticos empleados en las reglas de la BRL, asi como los valores de
los factores de escala que efectuan las transformaciones necesarias para trasladar los
universos de discurso en los que estan definidos dichos conjuntos difusos a aquellos
en los que se definen las variables de entrada y salida del sistema.

En los sistemas aproximativos, sin embargo, esta tltima componente no es necesaria
puesto que las variables que se emplean en las reglas no son lingtisticas sino difusas. La
razén es obvia puesto que, al tomar cada variable como valor un conjunto difuso distinto
para cada regla y no una etiqueta lingtiistica, no tiene sentido establecer una relacién entre
etiquetas y conjuntos difusos. En este tipo de sistemas, la BC queda reducida a una BRD
compuesta por un conjunto de reglas difusas aproximativas, del tipo introducido en la
seccion 1.1.3, conectadas entre si mediante el operador ademds.

1.2.2 El Interfaz de Fuzzificacion

El Interfaz de Fuzzificacion es una de las dos componentes que permite al SBRD de tipo
Mamdani trabajar con entradas y salidas reales. Su tarea es establecer una aplicacion
que haga corresponder cada valor preciso del espacio de entrada con un conjunto difuso
definido en el universo de discurso de dicha entrada. Asi, el Interfaz de Fuzzificacion
trabaja del siguiente modo:

A/ = F(l’o),
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donde xg es un valor preciso de entrada al SBRD definido en el universo de discurso U, A’
es un conjunto difuso definido sobre el mismo dominio y F' es un operador de fuzzificacion.

Principalmente, existen dos posibilidades para la eleccion de F':

1. Fuzzificacion puntual: A’ se construye como un conjunto difuso puntual con soporte
T, es decir, con la siguiente funcion de pertenencia:

1, stz =uxg

/ . s
Alr) = { 0, en otro caso

2. Fuzzificacion no puntual o aprozimada: En este caso, A'(x9) = 1 y el grado de
pertenencia de los valores restantes de U va disminuyendo segin se alejan éstos de z.
Este segundo tipo de operador de fuzzificacion permite el empleo de distintos tipos
de funciones de pertenencia. Por ejemplo, en el caso de una funcion de pertenencia
triangular, se puede emplear el siguiente:

| —lz=wol e — g <o

0, en otro caso

Y

La primera de ellas es habitualmente la mas empleada debido a su sencillez.

1.2.3 El Sistema de Inferencia

El Sistema de Inferencia es la componente encargada de llevar a cabo el proceso de in-
ferencia difuso. Para ello, se hace uso de principios de la Légica Difusa para establecer

una aplicacion entre conjuntos difusos definidos en U = Uy x Uy x ... x Uy y conjuntos
difusos definidos en V (donde Uy,..., U, y V son los dominios en los que estéan definidas
las variables de entrada Xi,..., X, y la de salida Y, respectivamente).

El proceso de inferencia difuso esta basado en la aplicacién del Modus Ponens Gene-
ralizado, extension del Modus Ponens de la Logica Clasica propuesto por Zadeh segun la
siguiente expresion [Zad73]:

S1 X es A entonces Y es B
X es A

Y es B’

Para llevar a la practica esta expresion, primero es necesario interpretar el tipo de
regla que emplea el SBRD. Una regla con la forma Si X es A entonces Y es B representa
una relacion difusa entre A y B definida en U x V. Dicha relacion se expresa mediante
un conjunto difuso R cuya funcién de pertenencia pg(x,y) presenta la forma:
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pr(x,y) = I(pa(x), us(y)), Ve e U,y €V,

donde pa(x) v up(y) son las funciones de pertenencia de los conjuntos difusos Ay B,
respectivamente, e I es un operador de implicaciéon difuso que modela la relacion difusa
existente. En la seccion siguiente estudiaremos mas detenidamente estos operadores.

La funcién de pertenencia del conjunto difuso B’ resultante de la aplicacién del Modus
Ponens Generalizado, se obtiene a partir de la Regla Composicional de Inferencia, intro-
ducida por Zadeh en [Zad73] del siguiente modo: “Si R es una relacion difusa definida de
U aV yA esun conjunto difuso definido en U, entonces el conjunto difuso B', inducido
por A’ viene dado por la composicion ...de R y A'”, es decir:

B =A0oR

De este modo, cuando la Regla Composicional de Inferencia se aplica sobre reglas
cuyo antecedente esta formado por n variables de entrada y cuyo consecuente presenta
una unica variable de salida, toma la siguiente expresion:

1ip(y) = Supreu {T" (par(z), [(pa(), 16(y)))},

donde piar(x) = T(pay (), ... pay (x)), palx) = T(pa, (), ... pa,(x)), Ty T' son ope-
radores de conjuncién difusos e I es un operador de implicacion.

Puesto que, como comentabamos en la seccion anterior, en la mayoria de los casos
el Interfaz de Fuzzificacion transforma la entrada x¢g = (x1,...,2,) que recibe el sistema

en una serie de conjuntos difusos puntuales Aj,..., A’ vy debido a la aplicacion de las

propiedades T'(1,1) = 1 y T(x,1) = x, verificadas por las t-normas [GQ91, TV85], la
expresion de la Regla Composicional de Inferencia queda finalmente reducida a la forma:

pp(y) = I{pa(xo), B(y))

1.2.4 El Interfaz de Defuzzificacion

Del modo de trabajo del Sistema de Inferencia del SBRD de tipo Mamdani descrito en
la seccién anterior puede extraerse claramente el hecho de que el proceso de inferencia
difuso se aplica al nivel de reglas individuales. De este modo, una vez aplicada la Regla
Composicional de Inferencia sobre las m reglas que componen la BRL o la BRD, se
obtienen m conjuntos difusos B! que representan las acciones difusas que ha deducido el
SBRD a partir de las entradas que recibio.
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Puesto que el sistema debe devolver una salida precisa, el Interfaz de Defuzzificacion
debe asumir la tarea de agregar la informacion aportada por cada uno de los conjuntos
difusos individuales y transformarla en un valor preciso. Existen dos formas de trabajo
diferentes para efectuar esta agregacion [BD95, CHP97, Wan94]:

1. Modo A: Agregar primero, defuzzificar después: En este primer caso, el Interfaz de
Defuzzificacion lleva a cabo las siguientes tareas:

o Agrega los conjuntos difusos individuales inferidos, B!, para obtener un con-
junto difuso final B’, empleando para ello un operador de agregacién difuso, G,
que modela el operador también que relacionaba las reglas de la base:

usly) = G {my (), (), sy () }

e Mediante un método de defuzzificacién, D, transforma el conjunto difuso B’
obtenido en un valor preciso, yo, que sera proporcionado como salida global del
sistema:

yo = D(ps(y))

2. Modo B: Defuzzificar primero, agregar después: En este segundo modo de trabajo, se
considera individualmente la contribucién de cada conjunto difuso inferido y el valor
preciso final se obtiene mediante una operacién (una media, una suma ponderada
o la selecciéon de uno de ellos, entre otras) sobre un valor preciso caracteristico de
cada uno de los conjuntos difusos individuales.

De este modo, se evita el cdlculo del conjunto difuso final B’, lo que ahorra una gran
cantidad de tiempo computacional. Este modo de operacion supone una aproxima-
cion distinta al concepto representado por el operador ademads.

Historicamente, el primer modo propuesto fue el A, que ya fue empleado por Mamdani
en su primera aproximacion al control difuso [Mam74]. En los tltimos anos, la segunda
aproximacion esta siendo mas utilizada [CHP97, DHR93, SY93], sobre todo en sistemas en
tiempo real que necesitan de una respuesta rapida. En la siguiente seccion analizaremos
mas detenidamente algunos de los operadores de agregacion y métodos de defuzzificacion
existentes.

1.3 Diseno de Sistemas Basados en Reglas Difusas

El buen comportamiento de un SBRD depende directamente de dos factores, la forma
en que realiza el proceso de inferencia y la composicién de la base de reglas difusas que
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maneja (en lo sucesivo, emplearemos el término base de reglas difusas cuando queramos
referirnos al conjunto de reglas difusas que maneja el sistema, independientemente del tipo
y composicion de éstas). Por lo tanto, el proceso de diseno de los SBRDs engloba dos
tareas principales:

1. Disenio del Mecanismo de Inferencia, es decir, la eleccion de los distintos operadores
difusos que se emplearan para realizar el proceso de inferencia.

2. Obtencion de una base de reglas difusas que contenga informacién adecuada con
respecto al problema que se pretende resolver.

En las dos secciones siguientes analizaremos en profundidad ambas tareas de diseno.

1.3.1 Diseno del Mecanismo de Inferencia

La complejidad de esta primera tarea depende del tipo de SBRD con el que se esté tra-
bajando. Como hemos visto en las secciones anteriores, el mecanismo de inferencia de los
SBRDs de tipo Mamdani es mas complejo y necesita de la definicion de un mayor nimero
de operadores que el empleado en los SBRDs TSK. En este tltimo caso, la tinica tarea de
disenio que es necesario llevar a cabo es la eleccion del operador de conjuncién T empleado
para calcular el grado de emparejamiento del antecedente de cada regla con las entradas
actuales del sistema, h;. Este operador se modela habitualmente empleando una t-norma
y las elecciones mas habituales son el minimo o el producto.

Cuando se trabaja con sistemas de tipo Mamdani, la complejidad en el diseno del
mecanismo de inferencia aumenta en gran medida. En este caso, es necesario definir la
composicion de tres de los elementos anteriormente introducidos: el Sistema de Inferencia
y los Interfaces de Fuzzificacion y Defuzzificacion. Para ello, se deben tomar las siguientes

decisiones [KKS85]:

1. Definir matematicamente la implicacion difusa existente en las reglas lingtisticas o
difusas de tipo “SI-ENTONCES” contenidas en la base de reglas difusas, es decir,

elegir el operador difuso I que se empleara para modelar la implicacién.

Existen distintas posibilidades para la eleccion de este operador. En el primer modelo
de SBRD de este tipo, Mamdani empleé la t-norma del Minimo [Mam?74], por lo que
varios operadores pertenecientes a esta misma familia han sido posteriormente em-
pleados para dicha tarea [GQI1]. Por otro lado, la familia de las funciones de impli-
cacion difusas ofrece una amplia variedad de operadores de implicacién clasificados
en distintos grupos, dependiendo del modo en que interpretan la implicacion difusa
[TV85]. Aparte de estas dos familias principales de operadores, algunos autores han
sugerido el uso de t-conormas y de operadores de implicaciéon que no pertenecen a

ninguna de las familias de operadores difusos conocidas [CK89, CHP97, KKS85].
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2. Definir matematicamente el conectivo y, es decir, elegir el operador de conjuncion
T a usar en el caso de que las reglas de la base presenten mas de una variable de
entrada. Para esta eleccion se dispone de distintos operadores de la familia de las
t-normas.

3. Definir matematicamente la composicion de relaciones difusas a aplicar en la Regla
Composicional de Inferencia. El operador de composicion empleado es el Sup-T,
donde T' es una t-norma. Habitualmente, se emplean cuatro tipos de composicion
basados en otras tantas t-normas: el minimo, el producto algebraico, el producto
acotado y el producto drastico. Las mds usadas son las dos primeras [Lee90].

4. Definir matematicamente el operador de agregacion también, es decir, elegir el ope-
rador (¢ segun el modo de defuzzificaciéon que emplee el SBRD. Como ya hemos
comentado, en caso de trabajar en modo A, la funcion del operador de agregacion
serd la de agregar todos los conjuntos difusos individuales resultantes de la inferencia
en un unico conjunto difuso global. Para este proposito se emplean habitualmente las
t-normas y las t-conormas, principalmente el minimo y el maximo, respectivamente,
por su sencillez. En [BD95] se propone una bateria de operadores de agregacién
mas sofisticados y se presenta un analisis de sus propiedades, asi como un estudio
comparativo de su comportamiento.

Por otro lado, en caso de trabajar en modo B, los operadores mas habituales son la
media, la media ponderada o la seleccion de un valor caracteristico de los conjuntos
difusos, en funcién de algin grado de importancia de la regla que los ha generado en
el proceso de inferencia [CHP97]. Como valores caracteristicos se suelen emplear el
Centro de Gravedady el Punto de Mdzimo Criterio, y como grados de importancia
de la regla, el drea y la altura del conjunto difuso inferido o el grado de empareja-
miento de los antecedentes de la misma con la entrada al sistema. El operador mas
empleado dentro de los de este grupo es la media ponderada por el grado de empare-
jamiento, que se suele combinar con el Centro de Gravedad como valor caracteristico

del conjunto difuso [CHP97, HT93, SY93].

5. Definir matematicamente el método de defuzzificacién D a emplear para transformar
los conjuntos difusos individuales o globales resultantes del proceso de inferencia en
valores precisos de salida. Los mas habituales son el Centro de Gravedad, el Centro
de Sumas (aproximacién del Centro de Gravedad computacionalmente més rapida
de obtener) y la Media de los Mdxzimos [DHR93], cuando se trabaja en modo A; y el
Centro de Gravedady el Punto de Mdazimo Criterio, al hacerlo en modo B [CHP97].

En la literatura especializada, pueden encontrarse varios estudios que analizan el com-
portamiento de los operadores difusos existentes para las distintas funciones comentadas.
Estos trabajos persiguen aportar, desde diversas perspectivas, una serie de directrices pa-
ra realizar un buen diseno del Mecanismo de Inferencia de los SBRDs de tipo Mamdani

[CK89, CHP97, KKSS5].
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1.3.2 Obtencién de la Base de Reglas Difusas

1.3.2.1 Tareas de disenio para la obtencion de la base de reglas difusas

Aligual que en el diseno del Sistema de Inferencia, la generacion de la BC o BRD conlleva
una serie de tareas de disenio, que varian en funcién del tipo de SBRD con el que se
esté trabajando. Las tareas principales son las siguientes:

1. Seleccién de las variables relevantes de entrada y salida al sistema, de entre todas
las variables disponibles.

2. En el caso de manejar un SBRD con matices descriptivos, ya sea un sistema des-
criptivo de tipo Mamdani o un sistema TSK que emplee variables linguisticas en
el antecedente de las reglas, definicién de la estructura de la BD que contendra la
semantica de los términos que pueden tomar como valor las variables lingtisticas de
entrada, en el caso del sistema TSK, o las de entrada y salida, en el caso del de tipo
Mamdani. Esto repercute en la aparicion de nuevas subtareas de diseno incluidas
en ésta:

o definicion de los factores de escala,

o eleccion de los conjuntos posibles de términos para cada variable linguistica, lo
que permite determinar la granularidad deseada en el sistema,

o eleccion del tipo de funcién de pertenencia a emplear : triangulares, trape-
zoidales, gausianas o exponenciales, principalmente [DHR93]. Las dos tltimas
presentan la ventaja de proporcionar una transicion mds suave, mientras que
las dos primeras la de su simplicidad a la hora de efectuar cdlculos computa-
cionales,

o definicion de la funcion de pertenencia del conjunto difuso concreto asociado a
cada etiqueta linguistica.

En lo que respecta a los SBRDs aproximativos, la unica tarea a llevar a cabo es la
eleccién del tipo de funciones de pertenencia que se emplearan en las reglas difusas.
Se han efectuado distintos estudios para analizar la influencia de la forma de dichas
funciones en el comportamiento del SBRD [BFGM93, CHI91], aunque en [DVV97]
se demuestra que las funciones trapezoidales pueden aproximar adecuadamente a
las demas presentando ademas la ventaja de su simplicidad.

3. Derivacion de las reglas linguisticas, difusas o de tipo TSK, que compondran la base
de reglas difusas del sistema. Para ello sera necesario determinar el nimero de éstas,
asi como su composicion, mediante la definicién del antecedente y el consecuente.

En lo que resta de esta seccién supondremos que las variables de entrada y la de salida
al sistema han sido previamente determinadas. Esta seleccién de variables relevantes para
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el problema que se esta intentando resolver puede ser efectuada por un experto o bien
empleando métodos estadisticos, basados en analizar la correlacién existente entre las
variables de las que se dispone, o combinatorios, que analizan la influencia de conjuntos
formados por distintas combinaciones de variables [BD95].

1.3.2.2 Distintas posibilidades para la definicién de la base de reglas difusas

Para tomar las restantes decisiones de diseno de la BC o BRD se ha de tener en cuenta
la informacion de la que se dispone y aprovecharla al maximo para obtener un SBRD con
el mejor comportamiento posible. En el tipo de aplicaciones de modelado y control en
las que se suelen emplear los SBRDs, es posible disponer de dos tipos de informacion:
numérica y linguistica. La primera de ellas se suele obtener a partir de observaciones
realizadas sobre el sistema que se desea modelar, mientras que la segunda es aportada
directamente a partir de expertos humanos. De este modo, existen dos vias principales

para la derivacién de la BC o BRD de un SBRD [Wan94]:

1. Derivacion a partir de expertos. En este primer método, la composicion de la BC
se efectua empleando la informacién experta disponible. El experto o los expertos
humanos especifican las etiquetas asociadas a cada variable linguistica, la composi-
cién de las reglas de la BRL y la semantica asociada a cada etiqueta. Este primer
método es el mas sencillo de aplicar en el caso en el que los expertos sean capaces de
poner su conocimiento en forma de reglas linguisticas. Obviamente, sélo puede ser
empleado directamente en el caso de trabajar con SBRD descriptivos de tipo Mam-
dani, aunque como ya hemos indicado anteriormente, es posible transformar reglas
linguisticas en reglas TSK simplificadas para incorporarlas a un sistema difuso de
este ultimo tipo.

2. Derivacion a partir de métodos de aprendizaje automdtico basados en la informacion
numérica existente.

Aunque la primera via de definicion de la base de reglas difusas es la ideal y fue la
primera que se empleo con éxito en algunos problemas, en la mayoria de los casos practicos,
el experto humano no es capaz de expresar su conocimiento sobre el problema en forma
de reglas lingiiisticas o, simplemente, no existe un experto que pueda aportar informaciéon
sobre el problema que tratamos de resolver. En otras ocasiones, el experto es capaz de
aportar algunas ideas con respecto a la composicién de la BRL, es decir, de definir algunas
reglas, pero la unica informacion que puede dar sobre la BD se refiere a los dominios de
discurso en los que estan definidas las variables del problema y las etiquetas lingtisticas
necesarias, pero no la forma de las funciones de pertenencia que definen la semantica de
estas etiquetas.

Este tultimo problema se resuelve generalmente en el campo de los controladores di-
fusos definiendo una particion difusa primaria de cada variable mediante un proceso de
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normalizacion [DHR93, HMB93, Lee90]. Este proceso consiste en discretizar el dominio
de la variable, particionandolo en un numero de intervalos igual al nimero de etiquetas
linguisticas que se consideren, y asociando a cada intervalo un nombre de etiqueta y un
conjunto difuso que defina la semantica de ésta. Al no existir conocimiento disponible so-
bre la forma que deberian presentar dichos conjuntos, lo que se suele hacer es definir una
serie de particiones difusas uniformes en las que todos los conjuntos difusos son simétricos
y presentan la misma forma. El problema es que este modo de definir la semantica suele
acarrear un peor comportamiento del SBRD finalmente obtenido [Lee90].

Los problemas asociados a la derivacién de la BC a partir de expertos, en aquellos
casos en los que la informacion experta es insuficiente, han dado lugar a que en los ultimos
anos se hayan desarrollado una gran cantidad de métodos de aprendizaje inductivo para
los distintos tipos de SBRDs existentes. Si asumimos que la relacion existente entre las
variables de entrada y la de salida es lineal o puede ser considerada como tal, estos métodos
pueden tomar como base las técnicas clasicas estadisticas de regresion pero esto puede
provocar una pérdida de precision en el sistema obtenido finalmente si dicha suposicion
no es correcta.

En cambio, cuando se considera también la posibilidad de que existan relaciones no
lineales entre las variables del problema, aumenta la complejidad tanto de los aspectos
analiticos como de los computacionales en los algoritmos de generacion. De este modo, se
emplean técnicas de diseno de BCs o BRDs tan diversas como: algoritmos iterativos de
generacion de reglas basados en el cubrimiento de los ejemplos [WM92] o en la bondad
de las reglas con respecto al conjunto de datos existente [BD95, NIT97], variantes del
método de minimos cuadrados [BD95, T'S85], métodos de gradiente descendiente [NHWOIL,
NHW92], métodos hibridos entre los dos anteriores [Jan93a], Redes Neuronales [TH91,
TSKK92], técnicas de Clustering [YPH93] y Algoritmos Evolutivos [CH95, CHL97a], entre
otros. Algunos autores [LAT96, Wan94], se refieren a este tipo de SBRDs que emplean
un método automatico para el aprendizaje o ajuste de la BC o BRD con el nombre de
Sistemas Difusos Adaptativos.

Ademas de manejar las dos técnicas de definicién de la BC o BRD por separado,
existe la posibilidad de emplear ambas a la vez siempre que se disponga de informacién
de los dos tipos, linguistica y numérica, sobre el problema a resolver. Precisamente,
numerosos autores [BD95, Men95, Wan94| destacan la gran ventaja de los SBRDs al ser
los unicos sistemas capaces de combinar a la vez informacion lingiuistica y numérica. No
en vano, los SBRDs se pueden construir directamente a partir de conocimiento experto,
incorporando la informacion linguistica en forma de reglas, y, a su vez, pueden hacer
uso de la informacién numérica, en forma de datos de entrada-salida sobre el problema a
resolver, en el proceso de ajuste o aprendizaje automatico.

Por lo tanto, existen distintas posibilidades de definicién de la BC o BRD dependiendo
de la informacién de la que se disponga [BD95]:
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1. Los expertos son capaces de definir la BC al completo, es decir, de especificar las
etiquetas asociadas a cada variable, los conjuntos difusos que definen la semantica de
cada una de estas etiquetas y las reglas lingtiisticas que componen la BRL. Aunque
pueda parecer extrano, tanto las etiquetas como los conjuntos difusos asociados a las
mismas son parte del conocimiento experto. Si un experto proporciona una regla del
tipo St la temperatura es alta entonces la presion es baja, debe ser capaz de indicar
que significa para €l que la temperatura sea alta y la presion baja, especificando las
funciones de pertenencia asociadas a ambas etiquetas.

2. Los expertos son capaces de aportar la informacién anterior en su totalidad o en
parte, pero ademads se dispone de informaciéon numérica que es posible emplear
para mejorar o completar el conocimiento experto. Pueden plantearse distintas
posibilidades:

e Es posible emplear métodos inductivos de ajuste de la semantica de las eti-
quetas, es decir, definir la BD a partir de una estimacion preliminar de los
conjuntos difusos asociados a las mismas, bien aportada por el experto o bien
obtenida a partir de una equiparticion de los espacios difusos de entrada y sa-
lida; y aplicar luego un método automatico de ajuste que refine esta definicién
preliminar basandose en la informacion existente en el conjunto de datos dispo-
nible [Jan93a, Kar91b]. Repasaremos dos métodos de este tipo, basados en el
empleo de Algoritmos Evolutivos para llevar a cabo el ajuste, en la seccion 2.4.1
del capitulo 2 de esta memoria. Asimismo, presentaremos un nuevo proceso
evolutivo de ajuste en el capitulo 3 de la misma.

e Por otro lado, en algunas ocasiones los expertos son capaces de indicar, desde un
punto de vista lingtiistico, los posibles estados que se pueden dar en el problema;
sin embargo, no son capaces de indicar la accion a llevar a cabo en cada uno de
ellos, por lo que los métodos inductivos se emplean para completar la definicién
de la base de reglas difusas generando los consecuentes desconocidos [BD95].

o Los expertos pueden también determinar una serie de reglas que dan lugar a
una BC incompleta. En este caso, la informacion numérica puede ser empleada
para completar la misma [BD95].

3. Los expertos unicamente son capaces de aportar las variables relevantes para el
problema y los términos lingiiisticos asociados junto con su semantica, pero no son
capaces de determinar las reglas. Si se dispone de informacién numérica sobre el
problema, se hace uso de ella para definir las reglas de la base.

4. No existe conocimiento experto disponible, con lo que es necesario considerar un
método de aprendizaje automdtico basado en la informacién numérica disponible
para construir la BC o BRD.
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1.3.2.3 Analisis del proceso de obtencion de la base de reglas difusas segtin
el tipo de Sistema Basado en Reglas Difusas empleado

El manejo de los distintos tipos de informacién disponible y las tareas de diseno para las
cuales ésta puede ser empleada dependen del tipo de SBRD que se esté construyendo.
Los sistemas descriptivos de tipo Mamdani pueden manejar ambos tipos: el conocimiento
experto puede ser empleado para definir directamente la BD y la BRL, asi como para
proporcionar definiciones preliminares que luego pueden ser completadas o mejoradas
gracias a la informaciéon numérica. Por otro lado, este tipo de sistemas también pueden
obtenerse cuando unicamente se dispone de un conjunto de datos de entrada-salida que
definen el comportamiento del problema a resolver. En este ultimo caso, se efectia en
primer lugar una definicién inicial de la BD a partir de un proceso de normalizacion, del que
resulta una equiparticion difusa de los espacios de entrada y salida con la granularidad
deseada. Posteriormente, esta definicion inicial puede ser mantenida o refinada en el
proceso automatico de generacion de la BRL.

En cambio, en los SBRDs aproximativos de tipo Mamdani, la forma de proceder es
distinta, ya que la BRD no puede ser definida directamente a partir de conocimiento
experto. Aun asi, es posible combinar ambos tipos de informacién o efectuar una definicién
a partir de un método automatico basado en la informacién numérica. En el primer caso,
el conocimiento experto puede ser considerado en el proceso de diseno procediendo de dos
modos distintos:

1. Por un lado, es posible emplear este conocimiento para definir una BC descriptiva
preliminar y ajustar luego individualmente la semantica de cada regla lingiistica
obtenida del experto. Mediante este proceso se transforma la BC en una BRD apro-
ximativa teniendo en cuenta la informaciéon numérica de la que se dispone [HLV95].

2. Por otro, se pueden incorporar directamente las reglas lingtisticas aportadas por el
experto a la BRD que esta siendo generada mediante el método automatico basado
en la informacién numérica. Para ello, basta con efectuar una simple transforma-
cion consistente en sustituir las etiquetas por los conjuntos difusos asociados para
convertir la regla difusa descriptiva en aproximativa. El proceso automatico de di-
seno puede presentar también la capacidad de ajustar la definicion de los conjuntos
difusos de estas reglas [HLV97b], lo que permite obtener sistemas aproximativos con
mejor comportamiento.

Finalmente, los SBRDs de tipo T'SK hacen uso de la informacion disponible de un modo
similar a los aproximativos de tipo Mamdani. Aunque la base de reglas difusas puede ser
obtenida directamente a partir de conocimiento experto mediante la transformacion de las
reglas linguisticas aportadas por el experto en reglas TSK simplificadas, esto daria lugar
a que el sistema asi obtenido no presentara buen comportamiento. Ademas, tendria poco
sentido el elegir un sistema TSK cuando la unica informacion de la que se dispone es la
aportada por los expertos. Tal y como argumentaban sus propios creadores en [TS85], los
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SBRDs TSK estan pensados para ser disenados a partir de informacién numérica, cuando
no se dispone de conocimiento experto o éste es incompleto. En este caso, este ultimo tipo
de informacion puede ser empleada para definir las etiquetas de las variables de entrada al
sistema, para especificar la semaéntica asociada a éstas y para indicar los posibles estados
del problema, pero la generacion de los parametros de los consecuentes de las reglas TSK
debe ser efectuada empleando un método de aprendizaje automatico.

1.4 Propiedades Deseables en una Base de Reglas Di-
fusas

Como ya comentamos en la seccion anterior, el comportamiento de un SBRD depende
de dos factores, la forma en que realiza el proceso de inferencia y la composicién de la BC
o BRD que emplea. En lo que respecta al segundo de ellos, en la literatura especializada
han ido apareciendo una serie de propiedades deseables en una base de reglas difusas,
independientemente de su tipo o del modo en que ha sido obtenida, para que el rendimiento
del SBRD sea adecuado [BD95, DHR93, HMB93, Lee90, Ped89]. Dedicaremos cada una
de las secciones siguientes a introducir estas propiedades. Como podra observarse, algunas
de ellas no tendran sentido en el caso de trabajar con reglas difusas de algin tipo concreto,
habitualmente reglas de tipo TSK.

1.4.1 Completitud de una Base de Reglas Difusas

Intuitivamente, esta claro que un SBRD siempre deberia ser capaz de proporcionar una
salida ante cualquier entrada que reciba. Esta propiedad se denomina completitud y, como
puede observarse, no esta relacionada con la precision de la respuesta proporcionada por
el sistema sino con el hecho de que ésta se produzca o no.

Desde un punto de vista mas formal, la propiedad de completitud en SBRDs no sélo
implica que ante una entrada xg € U que pueda darse realmente en el problema, al menos
una de las reglas difusas que componen la base debe devolver como salida un conjunto
difuso no vacio sino que, ademas, la salida difusa global del sistema, es decir, el conjunto
difuso obtenido como combinacion de las salidas individuales de cada regla, debe ser no
vacio [BD95, DHR93]. Como puede observarse, esta definicién estd pensada para SBRDs
cuyo Interfaz de Defuzzificacion trabaje en modo A (agregar primero, defuzzificar después)
puesto que es en este tipo de sistemas en los que la agregacion de una serie de conjuntos
difusos individuales no vacios obtenidos como salida de reglas individuales puede dar lugar
a una salida global vacia.

Siguiendo el planteamiento anterior, la propiedad de completitud puede expresarse,
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haciendo uso de un valor o € (0, 1], del siguiente modo:

Vaeg € U,  Alt(S(xg)) >0

donde S(x) es el conjunto difuso global obtenido como salida del sistema y Alt(-) repre-
senta la altura de un conjunto difuso. Esta propiedad recibe el nombre de o-completitud
y, como puede observarse, es mas restrictiva que la definicién general introducida en el
parrafo anterior puesto que introduce un grado de satisfaccion en la completitud.

La propiedad de o-completitud es de gran utilidad préactica ya que puede ser conside-
rada en el proceso de obtencién de la base de reglas difusas. Durante el mismo, se deben
seguir anadiendo reglas difusas mientras que una entrada que pueda darse en el problema
no esté contemplada en la base o lo esté a un grado inferior al deseado.

1.4.2 Consistencia de una Base de Reglas Difusas

Un conjunto genérico de reglas de tipo “SI-ENTONCES” es consistente si no contiene
contradicciones. La interpretacion de este concepto es bastante clara en los sistemas que
manejan reglas basadas en Logica Clasica pero es dificil de analizar en el caso de bases
de reglas difusas. De hecho, existen algunas contradicciones en la literatura especializada
con respecto a la definicién de esta propiedad [DHR93].

En principio, se podria pensar que una base de reglas difusas es inconsistente si contiene
reglas que presentan el mismo antecedente y distinto consecuente, pero esta definicién
genera varias lagunas importantes. Por ejemplo, en [DHR93] los autores se plantean si
se pueden considerar inconsistentes dos reglas descriptivas con el mismo antecedente que
presentan etiquetas lingtiisticas correlativas y solapadas en el consecuente. Asi, los autores
proponen una definicién alternativa en la que dos reglas sélo se consideran inconsistentes
cuando presentan el mismo antecedente y sus consecuentes son mutuamente excluyentes.

El estudio de esta propiedad es un campo ain por explorar y parece ser que la forma
de afrontarla en el campo de las bases de reglas difusas consiste en relajar su definiciéon
introduciendo una gradualidad en la satisfaccion de la misma. En [HMB93, Ped89], los
autores se basan en la idea de que dos reglas difusas deben ser consideradas como con-
sistentes siempre que existan variaciones similares entre los conjuntos difusos que definen
sus antecedentes y consecuentes, y proponen un indice de consistencia para determinar
este hecho. Fn la seccién 3.1.1 del capitulo 3 introduciremos otra forma de relajar esta
propiedad para su inclusion en procesos inductivos de generacién automatica de bases de
reglas difusas.
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1.4.3 Continuidad de una Base de Reglas Difusas

La propiedad de continuidad se presenta en [DHR93] aplicada a los SBRDs descriptivos.
Para ello, los autores introducen en primer lugar el concepto de reglas vecinas como reglas
cuyas celdas son vecinas en la representacion en forma de tabla de decision de la BRL. De
este modo, consideran la BC continua siempre que no existan reglas vecinas en las que la
interseccion de los conjuntos difusos del consecuente sea vacia.

En las BRDs aproximativas, esta propiedad se podria abordar mediante el empleo de
un indice similar al utilizado en [Ped89] para medir la inconsistencia, comentado en la
seccion anterior.

1.4.4 Interaccion de una Base de Reglas Difusas

De nuevo, existe cierta confusion en la literatura sobre esta propiedad [DHR93]. Normal-
mente, el concepto de interaccion esta relacionado con la interpretacion de una regla difusa
como descriptor de la relacion existente entre una serie de variables de entrada y de salida.
Suponiendo una regla difusa St X es A entonces Y es B, la cual viene representada por
una relacién difusa R definida en U x V, dirfamos que existe interaccion en el caso en que
la composicién de Ay R, Ao R, no devuelva B, como podria esperarse [DHR93].

De todos modos, la definicion anterior es de poca utilidad en los SBRDs tratados en
esta memoria, ya que dichos sistemas manejan entradas reales en lugar de difusas. En
estos sistemas, la interaccion se define de otra forma [DHR93, HMB93, Lee90, Ped89].
Si la base de reglas difusas esta formada por una serie de reglas R; con la forma Si X
es A; entonces Y es B;, y la entrada que recibe el SBRD es X es A;, entonces cabria
esperar que la salida que devuelva sea Y es B;. Lo que ocurre es que realmente la salida
puede ser un sub o superconjunto de B;, dependiendo de la forma en que se hayan definido
la composicion difusa y el operador de implicacién en el Sistema de Inferencia empleado.
Este hecho se debe a la interaccion que puede darse entre las distintas reglas que componen
la base. Por lo tanto, diremos que existe interaccion en la base de reglas difusas cuando se
da alguno de estos dos tltimos casos. En [DHR93, Ped89] se pueden encontrar distintas
formulaciones equivalentes de esta propiedad. En la iltima referencia se presenta ademaés
un indice para medir la interaccion existente en una base de reglas difusas.

1.4.5 Otras Propiedades asociadas a las Bases de Reglas Difusas

Junto con las cuatro propiedades anteriores, existen otras de menor consistencia tedrica
pero con un mayor sentido practico. De entre ellas podemos destacar las dos siguientes:

o Baja complejidad [Lee90]: Esta propiedad estd relacionada con el nimero de reglas
difusas que forman la base. Es logico pensar que lo que se pretende es manejar



38 Sistemas Basados en Reglas Difusas

la menor cantidad de reglas posible, lo que da lugar a una serie de ventajas como,
por ejemplo, que el proceso de inferencia sea mas rapido. De todos modos, la
importancia de esta propiedad depende directamente del tipo de aplicacion para la
cual se haya disenado el SBRD. Por ejemplo, en aplicaciones de control, suele primar
la rapidez del proceso de inferencia y la simplicidad de la base sobre la precisién de
la respuesta, por lo que esta propiedad adquiere una importancia fundamental. Lo
mismo ocurre en aplicaciones de modelado cualitativo en las que lo que se persigue
es obtener una descripcion del sistema real, ya que cuanto menor sea el nimero de
reglas, mas claramente interpretable por el ser humano sera el modelo obtenido. FEn
cambio, como veremos en la siguiente seccién, el objetivo principal en aplicaciones
de modelado difuso es que el modelo sea lo mas parecido posible al sistema real, con
lo que el nimero de reglas no es un factor excesivamente significativo.

e Redundancia [BD95]: La redundancia estd directamente relacionada con la propie-
dad que presentan los SBRDs de que cada estado del sistema pueda estar cubierto
por mas de una regla debido al solapamiento de los conjuntos difusos de los antece-
dentes. Esto puede dar lugar a pensar que los SBRDs son, al menos, parcialmente
redundantes pero esta suposicién no es correcta: reglas cuyas premisas estén comple-
tamente cubiertas por otras reglas de la base pueden modificar la salida del sistema.

La existencia de reglas redundantes puede dar lugar incluso a que empeore el fun-
cionamiento global del SBRD, por lo que sera necesario estudiar la redundancia que
puede darse en la base de reglas difusas con el objetivo de eliminar las reglas innece-
sarias. Para ello, deberemos analizar la influencia de suprimir una regla de la base
sin que empeore el comportamiento del sistema.

En [BD95] se presenta una medida de solapamiento que permite seleccionar aquellas
reglas que pueden ser redundantes y un criterio basado en dicha medida que indica
cuando suprimirlas realmente de la base de reglas difusas. En la seccion 3.3 del
capitulo 3 introduciremos un método para eliminar todas las reglas redundantes de
una base de reglas difusas basado en la seleccion de la combinacion de reglas que
hace que el sistema presente el mejor funcionamiento posible.

1.5 Aplicaciones de los Sistemas Basados en Reglas Di-
fusas

Como ya indicabamos en la Introduccién de este capitulo, las dos principales aplica-
ciones de los SBRDs son el modelado de sistemas y el control difuso. En esta secciéon
estudiaremos ambos campos de aplicacion, analizando las diferencias y similitudes exis-
tentes entre ellos, y explicaremos por qué los SBRDs presentan buen comportamiento en
los mismos. Asimismo, citaremos algunas aplicaciones concretas dentro de cada grupo.
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1.5.1 Diferencias y Semejanzas entre el Modelado y el Control
Difuso

De la comparacion entre ambas areas, podemos destacar las siguientes diferencias y se-

mejanzas [BD95]:

1. Procesos en lazo cerrado y en lazo abierto: La primera diferencia que existe entre
ambos campos es el tipo de procedimiento que se lleva a cabo. El control difuso es
un proceso en lazo cerrado (realimentado) y en tiempo real consistente en observar
en cada instante el valor de las variables de estado del sistema que estd siendo
controlado y en determinar un nuevo valor de las variables de control que haga que
dicho sistema alcance o mantenga el estado deseado. FEn cambio, el modelado difuso
de sistemas es un proceso en lazo abierto que no tiene por qué llevarse a cabo en
tiempo real.

2. Tipos de SBRDs empleados: Mientras que en el control difuso, los SBRDs empleados
clasicamente son el descriptivo de tipo Mamdani y, en algunos casos, el TSK; en el
modelado difuso, los sistemas mas empleados son el aproximativo de tipo Mamdani
y el TSK, en ese orden. Unicamente en el modelado cualitativo, que como veremos
posteriormente incluye en algunos casos al control difuso, se emplean los SBRDs
descriptivos.

3. Definicion de las funciones de pertenencia de los conjuntos difusos manejados en
la base de reglas: En control difuso, generalmente, la definicién de las funciones de
pertenencia se efectia a partir de informacion experta o mediante un proceso de
normalizacion en ausencia de ésta, y se refina posteriormente empleando métodos
automaticos o mecanismos de prueba y error en tiempo real basados en ambos casos
en el comportamiento en lazo cerrado del proceso. En el modelado difuso, en cambio,
esta definicion puede efectuarse a partir de distintas vias: informacién experta,
numérica, modelos fisicos existentes o cualquier combinacion de las anteriores; sin
embargo, nunca puede emplearse el método de prueba y error en tiempo real.

4. Generacion de la base de reglas difusas: Mientras que, como comentabamos en sec-
ciones anteriores, las reglas lingtiisticas o difusas empleadas en un modelo cualitativo
o difuso unicamente pueden obtenerse a partir de la informacion experta o numérica
(0 una combinacién de ambas), las reglas lingiiisticas que componen la BRL de un
controlador difuso pueden ser obtenidas a partir de fuentes de informacion distintas

[BD95, Lee90]:

e A partir de informacién experta aportada por el operador humano del sistema.
o A partir de las acciones de control que lleva a cabo dicho operador.
e A partir de un modelo matematico o difuso del sistema a controlar.

e A partir de un proceso de aprendizaje automatico.
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En muchos casos, el modelado de sistemas empleando SBRDs engloba al control di-
fuso ya que casi todos los métodos de disenio de bases de reglas difusas comentados
terminan por incluirse dentro de los empleados este campo. El primero de ellos, la
derivacion a partir de informacién experta, puede ser considerado como un mode-
lado cualitativo realizado haciendo uso de dicha informacion, en el que el sistema a
modelar es el propio controlador. En lo que respecta al segundo, la derivacion a par-
tir de las acciones de control realizadas por el operador humano, suele ser empleado
en aplicaciones industriales y, para llevarlo a la practica, se hace uso de conjuntos
de datos operativos de entrada-salida que recogen dichas acciones de control, lo que
no es mas que un modelado cualitativo del comportamiento del operador. También
el cuarto método, la derivacion a partir de un proceso de aprendizaje automatico,
queda reducido a un modelado cualitativo obtenido a partir de informacion numérica
cuando esta informacién es la que guia al método de aprendizaje.

Por lo tanto, las unicas diferencias se dan en el tercero de los métodos, la deriva-
cion a partir de un modelo del sistema, y en el cuarto, en el caso en que el proceso
de aprendizaje no esté guiado por datos sino por otros tipos de informacién, ha-
bitualmente también algin tipo de modelo del sistema. Ademas, ain en el caso
de generar la base de reglas difusas empleando informaciéon numérica, existe una
diferencia principal con respecto a la cantidad de datos disponible. Esta suele ser
muy superior en control difuso ya que en este caso suele ser posible realizar una
gran cantidad de observaciones tanto a priori como a posteriori, lo que permite que
tanto la generacién como el refinamiento posterior del SBRD obtenido sean mas
sencillos. Este ajuste a posteriori esta también favorecido por la definicién en lazo
cerrado del proceso, que permite modificar las reglas a la vista del comportamiento
del controlador, lo que no es posible generalmente en el caso de los modelos difusos.

Finalmente, en lo que respecta a la complejidad de la base, ésta debe ser mucho mas
pequena en el caso de los controladores difusos, como ya indicabamos en la seccién
anterior. Aun en el caso en que la velocidad, que suele ser el principal requisito en
control, no juegue un papel principal en la aplicacién concreta, es conveniente que
la base esté compuesta por un nimero pequeno de reglas difusas ya que este hecho
trae consigo otras ventajas tales como la disminucion del coste de los dispositivos
hardware, factor importante cuando se han de producir controladores difusos en
grandes cantidades. En cambio, puesto que el principal requisito en el modelado
difuso es la precision del modelo, el tamano de la base de reglas difusas no juega
un papel importante. En este caso, la precision de las reglas constituye el criterio
principal de disefio y, gracias a la naturaleza del proceso como sistema en lazo
abierto, no suelen existir problemas con el tiempo de ejecucion que necesita el SBRD
para dar una respuesta ante una entrada concreta.

. Disenio del Mecanismo de Inferencia: El papel de este componente del SBRD es

mucho mas importante en modelado que en control difuso ya que, en muchos casos,
son las aplicaciones incluidas en el primer campo las que necesitan de una mayor
precision en la respuesta. La menor importancia del disenio del Mecanismo de Infe-
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rencia en control difuso se debe a varias razones pero principalmente al hecho de que,
puesto que los controladores difusos presentan una BC muy reducida, la diferencia
de funcionamiento existente entre las distintas posibilidades de disefio no es muy
significativa. Por otro lado, de nuevo el tema de la velocidad y una mayor sencillez
en la implementacion en hardware hacen que una gran cantidad de combinaciones
sean desechadas directamente por su lentitud o por el coste de su implementacién.

1.5.2 Aplicacion de los Sistemas Basados en Reglas Difusas al
Modelado de Sistemas

1.5.2.1 Justificacion del empleo de los Sistemas Basados en Reglas Difusas
para modelar sistemas

Tal y como se plantea en [BD95], la primera pregunta que cabe hacerse es: “; por qué em-
plear SBRDs para modelar sistemas 7, lo que equivale a decir en la mayoria de los casos:
“s por qué emplear SBRDs para aproximar funciones continuas y no emplear otro tipo de
técnicas mds cldsicas como las de regresion para esta tarea ?”. Tradicionalmente, el modo
habitual de determinar las relaciones existentes entre un grupo de variables consistia en
aplicar un método de regresion para determinar una funcion, perteneciente a una cierta
estructura matematica que verificara la propiedad de cierre, que las aproximara en tanto
en cuanto fuera posible. El por qué de emplear funciones de este tipo era una cuestion
de funcionamiento: puesto que las soluciones tenian que ser obtenidas mediante calculos
manuales, no era posible usar funciones cuya forma fuese cambiando de estructura duran-
te el proceso de identificacion. De este modo, las funciones empleadas presentaban una
forma concreta y sus parametros eran los que tenian que ser estimados mediante algun
tipo de técnica (por ejemplo, la de minimos cuadrados) para aproximar la forma de éstas
a los datos disponibles lo maximo posible. Esta forma de proceder no tiene por qué dar
lugar a una aproximacion razonable y, ademas, los parametros de la funcién no tienen por
qué tener una interpretacion clara. QQue una funcién presente una expresion analitica mas
o menos sencilla no tiene por qué implicar que la persona que haga uso de ella conozca la
forma que presenta en el espacio. Por ejemplo, incluso cuando se trabaja en el plano, la
forma que puede presentar un polinomio de tercer grado es bastante dificil de imaginar.

En cambio, el uso masivo de los ordenadores en los ultimos anos ha dado lugar a
que sea posible desarrollar una descripcién que maneje estructuras de otro tipo, lo que
presenta una serie de ventajas. Asi, las reglas difusas, incluso las aproximativas, tienen
siempre una interpretacién mas clara, ya que cada regla define la funciéon que se desea
aproximar en una zona pequena del espacio. Por lo tanto, un SBRD que trabaja a nivel
global esta compuesto por una serie de modelos locales, cada una de las reglas difusas que
componen su base de reglas difusas, lo que facilita su interpretacion ya que permite un
analisis por zonas del modelado obtenido. Esta forma de trabajo permite un mayor grado
de precision en la aproximacion pero da lugar a que existan mas parametros que estimar.



42 Sistemas Basados en Reglas Difusas

Por otro lado, el procedimiento de definicion de funciones continuas mediante SBRDs
es mucho mas robusto, ya que un error en la definicion de una de las reglas difusas de la
base afecta globalmente en un grado muy pequeno a la aproximacién obtenida y ademas
lo hace inicamente en el soporte de dicha regla, lo que no ocurre en las funciones cerradas.
Por ejemplo, un error en los coeficientes de un polinomio afecta a todo el intervalo en el
que esta definido y la influencia del error que provoca en la aproximacion depende del
grado del monomio que presente el coeficiente incorrecto.

Finalmente, como ya hemos indicado, el poder aproximativo de los SBRDs constituye
otra ventaja con respecto a las funciones empleadas en las técnicas clasicas. Existen una
serie de trabajos que demuestran que distintos tipos de SBRDs, con unas caracteristicas
determinadas, son capaces de aproximar cualquier funcién bajo unas determinadas condi-
ciones hasta el grado deseado. En este sentido, se dice que los SBRDs son aprozimadores
universales [Buc93, Cas95, Cas96, Kos92, Wan92]. Aunque existen técnicas cldsicas, ba-
sadas en polinomios y splines, que también verifican esta propiedad, dichas técnicas no
son muy empleadas actualmente.

Ahora que ya hemos justificado el uso de los SBRDs para tareas de modelado en
contraposicién con las técnicas clasicas, el siguiente paso seria analizar si siguen siendo
una alternativa interesante a otras técnicas de modelado mas actuales, como las Redes
Neuronales [Lip87, Was93], que han demostrado un buen comportamiento en el campo
del modelado de sistemas. En [Wan94] se destacan dos ventajas significativas del uso de
los SBRDS sobre el de las Redes Neuronales en tareas de modelado:

o Los parametros de los SBRDs tienen un sentido real claro, es decir, dichos parame-
tros determinan las funciones de pertenencia de los conjuntos difusos que manejan
las reglas del sistema, independientemente del tipo de éstas, con lo que se conoce
en cada momento qué quiere decir el valor de uno determinado. Debido a esto, es
posible hacer una buena inicializacion de los mismos cuando se pretende estimar-
los mediante un método automatico basado en la informacién numérica disponible.
Sin embargo, en el caso de las Redes Neuronales, concretamente en el de los Per-
ceptrones Multicapa, los parametros no tienen una relacion clara con los datos de
entrada-salida, lo que provoca que su inicializacion tenga que ser realizada aleato-
riamente. Este hecho repercute directamente en la disminucién de la velocidad de
convergencia de los métodos de entrenamiento de redes, ya que la mayoria estan
basados en técnicas de gradiente descendiente.

e Por otro lado, los SBRDs proporcionan un marco adecuado para incorporar el co-
nocimiento experto disponible sobre el sistema que se desea modelar. Como hemos
comentado en secciones anteriores, este conocimiento puede ser empleado para dar
una definicion inicial de la base de reglas difusas, definicién que sera luego mejorada
haciendo uso de la informacién numérica existente. Las Redes Neuronales, en cam-
bio, sélo pueden hacer uso de este ultimo tipo de informacién a la hora de definir
el modelo, lo que puede suponer un inconveniente en aquellos casos en los que se
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disponga de una cantidad pequena de datos pero de bastante conocimiento experto
sobre el sistema a modelar.

Las dos ventajas comentadas se centran en el proceso de diseno del modelo. Podemos
destacar, ademas, una ultima ventaja una vez que éste ya ha sido obtenido: la inter-
pretabilidad. Incluso en los SBRDs aproximativos, que presentaban el menor poder de
descripcion de todos los existentes, la capacidad de interpretacion del modelo difuso es su-
perior al neuronal ya que se es capaz de determinar cuales son las reglas difusas que estan
actuando ante una determinada entrada, por lo que se puede conocer el comportamiento
del modelo segun la zona del espacio en la que se encuentre la entrada que recibe.

Antes de finalizar esta secciéon, es importante destacar que las afirmaciones anteriores
no son ciertas para todos los tipos de Redes Neuronales. Por ejemplo, no son correctas
para las Redes de Base Radial, ya que se ha demostrado que estas redes son equivalentes

a los SBRDs TSK [JS93].

1.5.2.2 Relacion del modelado difuso con la identificacion de sistemas

Existe una relacién directa entre el modelado difuso y la identificacion de sistemas. Esta
ultima técnica, perteneciente al campo de la Teoria de Sistemas, se refiere al proceso de
obtencién de un modelo equivalente al sistema que se desea modelar con respecto a los
datos de entrada-salida disponibles.

De este modo, los conceptos empleados clasicamente en el campo de la identificacion de
sistemas pueden ser trasladados directamente al del modelado difuso de sistemas. Existen
dos pasos en el proceso de identificacion [Ped96, SY93]: la identificacion de la estructura
y la identificacion de los parametros. Esto quiere decir que, para identificar un sistema es
necesario, en primer lugar, determinar la estructura que presentara el modelo del mismo y,
en segundo, estimar los parametros para que el modelo obtenido bajo la estructura fijada,
se ajuste lo mejor posible a la informacién numérica de la que se dispone. Cada uno de
los dos pasos del proceso de identificacion ha de resolver una serie de problemas:

1. Identificacion de la estructura: La obtencion de la estructura del modelo incluye dos
tareas: la determinacion de las variables de entrada al modelo, que a su vez incluye la
obtencién del conjunto de variables del sistema candidatas a ser variables de entrada
al modelo y la seleccién del subconjunto de éstas que afecta realmente a la salida del
sistema en mayor medida; y la determinacion de las relaciones existentes entre las
variables de entrada y salida mediante algin tipo de lenguaje de descripcion.

2. Identificacion de los pardametros: Habitualmente, esta segunda tarea conlleva la es-
timacion de los coeficientes de un modelo funcional de un sistema.

No siempre es necesario llevar a cabo todas las tareas comentadas en los dos puntos
anteriores. Por ejemplo, algunas veces, se conocen a priori las variables de entrada y
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salida del modelo, con lo que la tnica tarea a poner en practica en el primer paso es
la determinacién de las relaciones existentes entre ellas. Otras, la estructura del modelo
esta predeterminada, con lo que basta con estimar los parametros del mismo.

Como puede observarse, existe una analogia entre las tareas de identificacién comenta-
das y las tareas de obtencion de la base de reglas difusas, presentadas en la seccién 1.3.2.1

[SY93, Ped96]:

1. En la identificacion de la estructura, la primera tarea coincide directamente, ya que
también esta contemplada en el diseno de SBRDs. La segunda, la determinacion de
las relaciones existentes entre las variables, puede ser asociada con la obtencion del
nimero de reglas que forman la base y la composicién de éstas (determinacion de
los antecedentes y consecuentes de cada una de ellas). Ademas, en el caso de los
SBRDs descriptivos, esta segunda tarea incluiria también el determinar la particion
de los subespacios difusos de entrada y salida.

2. En lo que respecta a la identificacion de los parametros, la equivalencia es directa con
la definicion de los mismos en las funciones de pertenencia consideradas en las reglas
difusas de cualquiera de los tres tipos de sistemas (Mamdani descriptivo, Mamdani
aproximativo y TSK) y de los pardmetros existentes en los consecuentes de las de
tipo TSK. La unica diferencia que existe entre ambos casos radica en el nimero de
parametros, que es muy superior en los SBRDs.

Asi, desde un punto de vista muy general, se podria plantear una equivalencia entre
la identificaciéon de la estructura y la obtencion de la BRL, y la de los parametros y la de
la BD, en los SBRD descriptivos de tipo Mamdani o en los TSK que emplean variables
lingliisticas en el antecedente [SY93]. Esta asociaciéon no es tan directa en el caso de los
aproximativos.

Por ultimo, destacaremos que en el caso del modelado difuso, se da la ventaja adicional
de que la identificacion de la estructura y de los parametros puede ser realizada por
separado (podemos, por ejemplo, definir primero la BRL y luego ajustar su semantica), lo
que facilita el proceso de identificacion o diseno del modelo difuso o cualitativo. En [SY93]
puede consultarse un método de identificacién de modelos difusos que sigue esta filosofia,
en la que también estaran basados los métodos que presentaremos en los capitulos 4, 5 y
6 de esta memoria.

1.5.2.3 Algunas aplicaciones concretas del modelado difuso de sistemas

Algunos ejemplos préacticos de aplicacién en el campo del modelado difuso o cualitativo
de sistemas son los siguientes:

o Aplicaciones al campo de la economia: Dentro de este campo se han desarrollado
aplicaciones para aconsejar en las operaciones comerciales de cambio de moneda
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extranjera mediante la prediccion de los valores de cambio [Tan95, YYY191], para
predecir la tendencia del mercado de stocks en Shangai en combinacién con Re-
des Neuronales [YG94], para predecir series temporales financieras estadounidenses
[Ben94] y para detectar fraudes en las demandas de las companias de seguros que
trabajan con seguros de salud, también en los Estados Unidos [Cox95], entre otras.

o Aplicaciones a la prediccion atmosférica: Prediccion de las precipitaciones y de la
temperatura media diaria [BD95].

o Aplicaciones a la prediccion de la demanda de agua y a la gestion de embalses

[BD95).

o Aplicaciones a la medicina: En [BD95] puede encontrarse una aplicacién al diagndsti-
co médico en la que el modelo difuso actua como método de combinacion de los
diagnésticos de varios médicos. Por otro lado, en [L'T96], los autores presentan una
aplicacion al diagnéstico de una enfermedad dental.

o Aplicacion a la valoracion de la calidad del arroz [NIT97].

1.5.3 Aplicacion de los Sistemas Basados en Reglas Difusas al
Control de Sistemas

Al igual que haciamos en la seccion anterior con respecto al modelado, lo primero que
cabe preguntarse es por qué usar los SBRDs para el control de sistemas. FEs conocido
el hecho de que el interés que existe actualmente en la Teoria de Conjuntos Difusos y la
Loégica Difusa se debe casi en su totalidad a la aplicacién tan exitosa que han tenido los
controladores difusos en una gran cantidad de productos de consumo y sistemas industria-
les. En [Wan94], se justifica este éxito desde dos perspectivas, una teérica y otra practica.
Las razones teoricas del éxito del control difuso se deben a los siguientes aspectos:

e Como regla general, una buena técnica de ingenieria debe ser capaz de hacer un
uso eficiente de toda la informacion disponible. La informacion en control puede
provenir de dos fuentes distintas: los sensores, que proporcionan medidas numéricas
de las variables del sistema, y los expertos humanos, que proporcionan descripciones
linguisticas sobre el sistema y las instrucciones de control. Los controladores difusos,
como SBRDs, constituyen una de las pocas herramientas capaces de incorporar
ambos tipos de informacion, con lo que pueden ser aplicados aun en la ausencia de
una de ellas.

e En general, el control difuso es una aproximacién independiente del modelo, es decir,
no necesita un modelo del sistema a controlar, al igual que varios esquemas clasicos
de control tales como el control PID. Las aproximaciones independientes del modelo
facilitan el diseno del controlador, ya que la obtencion de un modelo matematico de
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un sistema es a veces una tarea bastante complicada. Este hecho ha dado lugar a
que la importancia de estos enfoques esté aumentando en el campo de la ingenieria
de control.

Los controladores difusos son lo bastante generales como para llevar a cabo cualquier
accion de control no lineal (como hemos visto en secciones anteriores, los SBRDs
son aproximadores universales), con lo que pueden ser aplicados en el control de
sistemas que presenten una dinamica no lineal.

Mientras que las razones anteriores se refieren a la generalidad y el rigor, aspectos

exigidos siempre desde un punto de vista tedrico, la vertiente practica suele centrarse en

la posibilidad de aplicacion. Las razones practicas del uso creciente del control difuso son

las siguientes:

e El control difuso es muy sencillo de entender. Puesto que los controladores difusos

emulan la estrategia de control del ser humano, son faciles de comprender para
los no especialistas en control. Esto ha dado lugar a que aumente su aplicacién
en contraposicion a las técnicas cldsicas de control que se basan en un complicado
aparataje matematico.

La implementacion hardware de los controladores difusos es sencilla y rapida, ademas
de permitir un alto grado de paralelizacién.

Desarrollar controladores difusos es barato. Desde un punto de vista préctico, el
costo de desarrollo es un factor fundamental para obtener un producto con éxito
empresarial. El control difuso es sencillo de entender y puede ser aprendido en un
tiempo muy corto, con lo que el ”costo software”es bajo. Al ser facil de implementar,
el 7costo hardware”también lo es. Todas estas razones dan lugar a que el control
difuso sea una técnica con una buena relacién rendimiento/coste.

Finalmente, en lo que respecta a las aplicaciones concretas, recordaremos que la pri-

mera aplicacion industrial de los controladores difusos fue la planta de fabricacion de

cemento danesa F. L. Smith en 1979 [UKS80]. Entre otras mas recientes, podemos selec-
cionar el control de una planta purificadora de agua, del sistema de combustion de una
planta incineradora, de la fermentacion del licor japonés sake, de ascensores, del sistema
de ventilacién de un tinel de autopista, de una lavadora totalmente automatica, del vuelo
de una lanzadera espacial, de la velocidad y la transmision en automoviles, de reactores

nucleares, de sistemas de potencia eléctrica, el sistema de conduccién automatica de tre-

nes, la ecualizacién no lineal de canales de comunicacion en transmisiones de datos de alta

velocidad, etc. [BD95, Ber92, Bon94, Hir93, Lee90].



Capitulo 2

Sistemas Basados en Reglas Difusas
Evolutivos

En los ultimos anos, la investigacion en el campo de los Sistemas Difusos ha evolucio-
nado hasta dar lugar a un marco de trabajo mas general que contempla la integracion de la
Logica Difusa con otras técnicas tales como los Algoritmos Evolutivos, las Redes Neuro-
nales y el Razonamiento Probabilistico. Esta nueva area recibe el nombre de Computacion

Flexible' [Bon97].

En concreto, la combinaciéon de la Logica Difusa y los Algoritmos Evolutivos ha obte-
nido unos resultados muy prometedores en los ultimos anos [CHL96b, CHL97a, CHLI7b,
HV96, Ped97, SSZ97, Tet95]. La definicién automdtica de un Sistema Difuso puede ser
afrontada como un proceso de optimizacion o bisqueda, y los Algoritmos Evolutivos
[B&c96], en particular los Algoritmos Genéticos [Gol89, Hol75, Mic96], estdn considerados
en la actualidad como la técnica de bisqueda global mas conocida y empleada. Estos
algoritmos presentan la capacidad de explorar y explotar espacios complejos, lo que les
permite obtener soluciones muy proximas a la éptima dentro en dichos espacios. Ademas,
la codificacién genética que emplean les permite incorporar conocimiento a priori de una
forma muy sencilla y aprovecharlo para guiar la busqueda. Todas estas razones han in-
crementado el empleo de los Algoritmos Evolutivos para el disenio de Sistemas Difusos a
lo largo de los ultimos anos, lo que ha dado lugar a la creaciéon de los Sistemas Difusos

Fvolutivos [CH95, HM9T].

Un Sistema Difuso Evolutivo es un método de diseno automatico de Sistemas Difusos
basado en Algoritmos Evolutivos. Dentro de este gran grupo, los mas conocidos y estu-
diados son los Sistemas Basados en Reglas Difusas Fvolutivos (SBRDEs) [CH95, GH97,
HMO97], en los que se hace uso de los Algoritmos Evolutivos para obtener de un modo
automatico la totalidad o una parte de la base de reglas difusas del SBRD. Existen distin-
tos tipos segun que la tarea de diseno que lleven a cabo sea la definicion de las funciones
de pertenencia de los conjuntos difusos de las reglas (la Base de Datos (BD), en el caso

'El término castellano Computacién Flexible es una traduccién del término inglés Soft Computing
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de los sistemas descriptivos de tipo Mamdani o TSK), la obtencién de las propias reglas
(la Base de Reglas lingiiisticas (BRL), en el caso de los sistemas descriptivos de tipo
Mamdani) o ambas a la vez (la Base de Conocimiento (BC) completa en el caso de los
sistemas descriptivos de tipo Mamdani o la Base de Reglas Difusas (BRD) en el caso de
los aproximativos).

Este segundo capitulo esta dedicado al estudio de este tipo de sistemas. Para ello,
introduciremos primero la Computacion Fvolutiva, estudiando brevemente los tipos de
Algoritmos Evolutivos mas empleados. Posteriormente, analizaremos la aplicacion clasica
de los Algoritmos Evolutivos al aprendizaje de Sistemas Basados en Reglas. Finalmen-
te, nos centraremos en el estudio de los SBRDEs, presentando los tipos existentes, la
problematica de diseno asociada y algunos ejemplos.

2.1 Computacién Evolutiva

La Computacion Evolutiva (CE) se basa en el empleo de modelos de procesos evolutivos
para el diseno e implementacion de sistemas de resolucion de problemas basados en el
ordenador. Los distintos modelos computacionales que se han propuesto dentro de esta
filosofia suelen recibir el nombre genérico de Algoritmos Fvolutivos (AEs) [Bac96]. Existen
cuatro tipos de AEs bien definidos que han servido como base a la mayoria del trabajo
desarrollado en el area: los Algoritmos Genéticos (AGs) [Gol89, Hol75], las FEstrategias
de Fvolucion (EEs) [BS95, Sch95], la Programacion Evolutiva (PE) [FOW66, Fogdl] y la
Programacion Genética (PG) [Koz92].

Un AE se basa en mantener una poblacién de posibles soluciones del problema a resol-
ver, llevar a cabo una serie de alteraciones sobre las mismas y efectuar una seleccién para
determinar cuales permanecen en generaciones futuras y cuéles son eliminadas. Aunque
todos los modelos existentes siguen esta estructura general, existen algunas diferencias en
cuanto al modo de ponerla en practica. Los AGs se basan en operadores que tratan de
modelar los operadores genéticos existentes en la naturaleza, como el cruce y la mutacién
en un punto, los cuales son aplicados a los individuos que codifican las posibles soluciones.
En cambio, las EEs y la PE aplican transformaciones basadas en mutaciones efectuadas
sobre los padres para obtener los hijos, lo que permite mantener la linea general de com-
portamiento del individuo en su descendencia. Finalmente, la PG codifica las soluciones al
problema en forma de programas, habitualmente codificados en una estructura de arbol,
y adapta dichas estructuras empleando operadores muy especificos.

Cada individuo de la poblacién recibe un valor de una medida de adaptacién que repre-
senta su grado de adecuacion al entorno. La seleccion hace uso de estos valores y se centra
en los individuos que presentan mayor valor en la medida. Los operadores de recombina-
cién y /o mutacién alteran la composicion de dichos individuos, guiando heuristicamente la
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busqueda a través del espacio. Aunque simples desde un punto de vista biologico, este tipo
de algoritmos son suficientemente complejos para proporcionar mecanismos de bisqueda
adaptativos muy robustos. Los mismos procedimientos pueden ser aplicados a problemas
de distintos tipos, sin necesidad de hacer muchos cambios [Fog95].

En las secciones siguientes introduciremos dos de los AEs mas conocidos, los AGs y

las EEs.

2.1.1 Algoritmos Genéticos

Los AGs son algoritmos de bisqueda de propdsito general que se basan principios inspi-
rados en la genética de las poblaciones naturales para llevar a cabo un proceso evolutivo
sobre soluciones de problemas. Fueron inicialmente propuestos por Holland [Hol75] y han
sido posteriormente estudiados en profundidad por otros autores [Gol89, Mic96]. Los AGs
han demostrado ser, tanto desde un punto de vista teérico como practico, una herramien-
ta Optima para proporcionar una busqueda robusta en espacios complejos, ofreciendo un
enfoque valido para solucionar problemas que requieran una busqueda eficiente y eficaz.

Los AGs han sido aplicados con mucho éxito en problemas de busqueda y optimizacion.
La razén de gran parte de este éxito se debe a su habilidad para explotar la informacion que
van acumulando sobre el espacio de bisqueda que manejan, desconocido inicialmente, lo
que les permite redirigir posteriormente la busqueda hacia subespacios utiles. La capacidad
de adaptacion que presentan es su caracteristica principal, especialmente en espacios de
busqueda grandes, complejos y con poca informacion disponible, en los que las técnicas
clasicas de busqueda (enumerativas, heuristicas, ... ) no presentan buenos resultados.

La idea basica de estos algoritmos consiste en mantener una poblacion de individuos
que codifican soluciones del problema. Dichos individuos emplean una representacion
genética para codificar los valores de las caracteristicas parciales que definen las distintas
soluciones. Debido a ello, cada individuo recibe el nombre de cromosoma, y cada una de
sus componentes el de gen.

Los cromosomas son generados inicialmente a partir de la informacién disponible sobre
el problema, o bien de un modo aleatorio cuando no se dispone de esta informacién, y la
poblacién se hace evolucionar a lo largo del tiempo mediante un proceso de competicion y
alteracion controlada que emula los procesos genéticos que tienen lugar en la naturaleza.
A lo largo de sucesivas iteraciones, denominadas generaciones, los cromosomas se ordenan
con respecto a su grado de adaptacion al problema, es decir, con respecto a lo bien que
resuelven dicho problema y, tomando como base estas evaluaciones, se construye una
nueva poblacion mediante un proceso de seleccion y una serie de operadores genéticos
tales como el cruce y la mutacion. Como en todos los AEs, es necesario disefiar una
funcion de adaptacion para cada problema que se desee resolver. Dado un cromosoma de
la poblacion, esta funciéon devuelve un tnico valor numérico que se supone proporcional
al grado de bondad de la solucion que dicho cromosoma codifica.
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Aunque existen muchas variantes posibles del AG basico, el proceso genérico de fun-
cionamiento esta formado por las tres operaciones siguientes:

1. Evaluacion de la adaptacion de los individuos,
2. creacion de una poblacién intermedia empleando un mecanismo de seleccion y

3. alteracion de la estructura de los componentes de esa poblacién mediante los opera-
dores de cruce y mutacion.

La figura 2.1, en la que P(t) denota la poblacién en la generacion ¢, muestra la estruc-
tura general de un AG basico.

Procedimiento Algoritmo Genetico
comienzo (1)
t=20;
inicializar P(1);
evaluar P(1);
Mientras (No condicion de parada) hacer
comienzo (2)
t=1+1;
seleccionar P'(t) a partir de P(t —1);
cruzar y mutar P'(1);
P(1) = P(1);
evaluar P(1);
fin (2)
fin (1)

Figura 2.1. Estructura basica de un algoritmo genético

En las secciones siguientes, analizaremos distintos aspectos relacionados con los AGs
para acabar resumiendo las ideas comentadas en otra seccién que recogera las caracteristi-
cas principales de estos AEs.

2.1.1.1 Representacion y evaluacion de las soluciones

El esquema de representacion o codificacion es un factor clave en la aplicacion de los AGs,
ya que éstos manipulan directamente una representacion codificada del problema y, en
consecuencia, el esquema escogido puede limitar de una forma muy severa la ventana desde
la cual el AG afronta el problema. Existen distintos esquemas de generales codificacion
entre los que destacan los siguientes:
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1. La codificacion binaria: Es la mas antigua de todas las existentes [Hol75, Gol89].
Se basa la representacion de los cromosomas como cadenas de bits de modo que,
dependiendo del problema, cada gen del cromosoma puede estar formado por una
subcadena de varios bits.

2. La codificacion real: La codificacion binaria presenta una serie de inconvenientes
importantes cuando se trabaja con problemas que incluyen variables definidas sobre
dominios continuos: excesiva longitud de los cromosomas, falta de precision, etc.
En los ultimos anos se ha estudiado ampliamente la codificacion real [HLV97¢],
mas adecuada para este tipo de problemas. En este esquema de representacion,
cada variable del problema se asocia a un unico gen que toma un valor real dentro
del intervalo especificado, por lo que no existen diferencias entre el genotipo (la
codificacion empleada) y el fenotipo (la propia solucién codificada). Gracias a esta
propiedad se solucionan los problemas comentados.

3. La codificacion basada en orden: Este esquema esta disenado especificamente para
problemas de optimizacién combinatoria en los que las soluciones son permutaciones
de un conjunto de elementos determinado [Gol89, Mic96]. Como ejemplos de este
tipo de problemas podemos citar los conocidos problema del viajante de comercio y
del coloreo de grafos.

Ademas de estos esquemas generales de representacién se pueden emplear muchos
otros particulares al tipo de problema que se esté resolviendo, siempre que sea necesario.

Las dos ultimas representaciones introducidas requieren de operadores genéticos es-
peciales para trabajar con los cromosomas, ya que los operadores clasicos de cruce y
mutacion, que seran presentados en la seccion 2.1.1.3, bien no tienen aplicacién directa,
o bien alteran la composicion de los cromosomas descendientes de tal modo que las solu-
ciones que codifican no pertenecen al al conjunto de soluciones posibles del problema. En
dicha seccion también presentaremos algunos de los operadores especificos para trabajar
con cromosomas con codificacion real.

En lo que respecta a la funcién de adaptacion, su importancia es también notable ya
que es la encargada de guiar al AG por el espacio de busqueda. Por esta razon, dicha
funcion debe estar bien disenada para que sea capaz, no sélo de distinguir de un modo
claro los individuos bien adaptados de los que no lo estan, sino también de ordenar éstos
en funcion de su capacidad para resolver el problema.

2.1.1.2 El mecanismo de seleccion

El mecanismo de seleccién es el encargado de seleccionar la poblacién intermedia de in-
dividuos la cual, una vez aplicados los operadores de cruce y mutacion, formara la nueva
poblacién del AG en la siguiente generacién. De este modo, si notamos por P la poblaciéon
actual formada por n cromosomas, Cy,...,C,, el mecanismo de seleccion se encarga de
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obtener una poblacién intermedia P’, formada por copias de los cromosomas de P (véase
la figura 2.2). El nimero de veces que es copiado cada cromosoma depende de su ade-
cuacion, por lo que generalmente aquellos que presentan un valor mayor en la funcion de
adaptacion suelen tener mas oportunidades para contribuir con copias a la formacion de

P
Evaluacion Poblacién Vieja Poblacion Seleccionada
1
12 I
1
- L
6 | \—|9
|

1 |

Figura 2.2. Ejemplo de aplicacion del mecanismo de seleccion

Existen diferentes formas de poner en practica la seleccién [BS91]. Por ejemplo, puede
establecerse un paralelismo entre la poblacion y una ruleta, en la que cada cromosoma
esta representado por un sector de la misma cuyo tamano es proporcional a la adaptacion
de dicho cromosoma. Los cromosomas son seleccionados girando la ruleta tantas veces
como individuos tengamos que seleccionar para formar la poblacion intermedia. Este
mecanismo de seleccion es uno de los mas conocidos y se denomina muestreo estocdstico
con reemplazamiento. Uno de los mas eficientes es el muestreo universal estocdstico,
propuesto por Baker en [Bak87], en el cual el nimero de copias de cada individuo en
la poblacion intermedia esta acotado inferior y superiormente por un numero de copias
esperado calculado en funcién de su adaptacion.

El mecanismo de seleccién puede ser complementado por el modelo de seleccion elitista,
basado en mantener el o un numero determinado de los individuos mejor adaptados de la
poblacién anterior en la nueva poblacién (la obtenida después de llevar a cabo el proceso
de seleccién y de aplicar los operadores de cruce y mutacion) [Gol89, Mic96].

2.1.1.3 Los operadores de cruce y mutacion

Una vez formada la poblacion intermedia mediante la aplicacion del mecanismo de selec-
cién, llega el momento de aplicar los operadores genéticos de cruce y mutacion para alterar
la composicion de los descendientes que formaran la nueva poblacién.

El operador de cruce: Este operador constituye un mecanismo para compartir infor-
macion entre cromosomas. Combina las caracteristicas de dos cromosomas padre para
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obtener dos descendientes, con la posibilidad de que los cromosomas hijo, obtenidos me-
diante la recombinacién de sus padres, estén mejor adaptados que éstos. No suele ser
aplicado a todas las parejas de cromosomas de la poblacion intermedia sino que se lleva
a cabo una seleccion aleatoria en funcién de una determinada probabilidad de aplicacion,
la probabilidad de cruce, P..

El operador de cruce juega un papel fundamental en el AG. Su tarea es la de explo-
tar el espacio de busqueda refinando las soluciones obtenidas hasta el momento mediante
la combinacion de las buenas caracteristicas que presenten. Como ya hemos comentado,
tanto la definicion del operador de cruce como la del de mutacion, dependen directamente
del tipo de representacién empleada. Por ejemplo, trabajando con el esquema de codifi-
cacion binario se suele emplear el clasico cruce simple en un punto, basado en seleccionar
aleatoriamente un punto de cruce e intercambiar el codigo genético de los dos cromosomas
padre a partir de dicho punto para formar los dos hijos (véase la figura 2.3), o el cruce
multipunto, que procede como el anterior pero trabajando sobre dos o mas puntos de
cruce.

Figura 2.3. Fjemplo de aplicacion del operador de cruce simple en un punto

También se pueden emplear ambos operadores cuando se trabaja con el esquema de
codificacion real, aunque existe una serie de operadores disenados para su uso especifico
con esta representacion [HLV97c]. Entre estos, destacaremos una familia de operadores
que manejan técnicas basadas en Logica Difusa para mejorar el comportamiento del ope-
rador de cruce [HLV97a]. Como ejemplo de estos operadores introduciremos el operador
de cruce maz-min-aritmético, el cual serd usado en capitulos posteriores. Dados dos cro-
mosomas de la poblacién P(t), C! = (¢1,...,¢hy.ooyem) y CL = (), oo Chye vy Chy), que
van a ser cruzados, este operador genera los cuatro descendientes siguientes:

it =aCl + (1 —a)C?
CH'=aCl + (1 - a)C},

CHcon eif' = min{eg, ¢} }
Cicon ! = max{ey, ¢, }

y escoge los dos mejor adaptados para formar parte de la nueva poblacion. El parametro
a empleado en los dos primeros puede definirse como constante a lo largo de toda la
ejecucion del AG o variable dependiendo de la edad de la poblacion.
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El operador de mutacién: Este segundo operador altera arbitrariamente uno o mas
genes del cromosoma seleccionado con el propodsito de aumentar la diversidad de la po-
blacion. Todos los genes de los cromosomas existentes estan sujetos a la posibilidad de
mutar de acuerdo a una probabilidad de mutacion P,,.

En este caso, la propiedad de bisqueda asociada al operador de mutacién es la explo-
racion, ya que la alteracion aleatoria de una de las componentes del codigo genético de un
individuo suele conllevar el salto a otra zona del espacio de biusqueda que puede resultar
mas prometedora.

El operador de mutacién clasicamente empleado en los AGs con codificacion binaria
se basa en cambiar el valor del bit seleccionado para mutar por su complementario en el
alfabeto binario, tal y como recoge la figura 2.4.

DIDID?IIDDD
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Figura 2.4. Ejemplo de aplicacién del operador de mutacién

Este operador puede ser trasladado al campo de los AGs con codificacion real, de for-
ma que el nuevo valor del gen mutado sea escogido aleatoriamente dentro del intervalo de
definiciéon asociado. Al igual que en el caso del operador de cruce, existen distintos ope-
radores de mutacién especificos para trabajar con esta codificacién [HLV97¢, Mic96]. De
entre ellos destacaremos el operador de mutacion no uniforme propuesto por Michalewicz
en esta ultima referencia, el cual ha demostrado buen comportamiento en numerosas apli-
caciones basadas en la codificacién real. A continuacion describimos su modo de trabajo.

Dado un cromosoma de la poblacion P(t), C! = (¢1, ..., ¢k, ..., cir), y uno de sus genes,
¢k, k € 1,...,H, definido en [cg;,cra], seleccionado para ser mutado, el cromosoma
obtenido tras la mutacién presenta la forma C't' = (¢y,...,¢,...,cn), con

y e+ A g —cr), sta=0
FTl e — At ep — i), sia=1

donde a es un nimero aleatorio generado en {0,1} y la funcién A(t,y) devuelve un valor
en el intervalo [0, y], de modo que la probabilidad de que A(t,y) sea cercana a 0 aumenta
cuando lo hace el contador de generaciones ¢:

Alt,y) = y(1 —r=7))

donde, a su vez, r es un nimero aleatorio generado en [0, 1], 7" es el niimero de generaciones
durante las que se ejecutard el AG y b es un parametro escogido por el usuario que
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determina el grado de dependencia existente con respecto al nimero de generaciones. Esta
propiedad da lugar a que el operador lleve a cabo una busqueda uniforme en el espacio
cuando t es pequena, es decir, en las primeras iteraciones, y una mucho mas localizada en
generaciones posteriores.

2.1.1.4 Algoritmos Genéticos para funciones multimodales. Algoritmos Genéti-
cos con nichos

Como hemos comentado en las secciones anteriores, los AGs son conocidos por su capaci-
dad para llevar a cabo procesos de bisqueda en espacios complejos. Aun asi, las versiones
mas generales de este tipo de algoritmos pueden no trabajar de un modo adecuado cuan-
do el espacio de busqueda es multimodal y presenta muchos éptimos locales. En estos
casos, los AGs simples se caracterizan por converger hacia la zona del espacio donde se
encuentran el mejor o los mejores éptimos locales, abandonando la bisqueda en las zonas
restantes. Este fenémeno se denomina deriva genética' [DG89] y se debe de evitar por
dos razones principales:

e En primer lugar, esta convergencia hacia el que se cree el éptimo mas prometedor
del espacio puede dar lugar a que finalmente no se alcance el 6ptimo global debido
a que éste no se encuentre en esa zona y el AG no sea capaz de saltar a aquella en
la que realmente esta situado.

e Por otro lado, debido a esta forma de trabajo, la necesidad que existe en algunos
problemas de conocer la localizacién de varios éptimos de la funciéon no puede ser
satisfecha por el AG.

Los conceptos de nicho y especie fueron introducidos con objeto de evitar este tipo de
comportamiento [DG89, Gol89, Hol75]. Como la gran mayoria de los conceptos bésicos
en el campo de los AGs, ambos son aspectos habituales de la naturaleza que han sido
trasladados a dicha area. En la naturaleza, un nicho es una tarea que lleva a cabo un
individuo en el entorno y una especie es un grupo de individuos con caracteristicas simila-
res. La separacion del entorno y de los individuos que explotan dicho entorno en distintos
subconjuntos es muy comun en la naturaleza. De este modo, los AGs con nichos se basan
en provocar la formacién de subpoblaciones de individuos estables (especies) que exploran
zonas parciales del espacio de busqueda (nichos), obligando a los individuos similares a
compartir los recursos disponibles entre ellos.

Una de las formas mas habituales para provocar la formacion de especies y la creacion
de nichos se basa en el esquema de comparticion de valores de adaptacion entre indivi-
duos [DG89, Gol89], en el que la poblacién del AG se divide en varias subpoblaciones
(especies) de acuerdo a la similaridad existente entre los individuos. Estas subpoblaciones
crean nichos en dos espacios solucion posibles: el de los genes y el de los parametros

'El término castellano deriva genética es una traduccién del término inglés genetic drift
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decodificados, comparticion genotipica y fenotipica, respectivamente. Tal y como ocurre
en la naturaleza, los individuos de cada nicho comparten la recompensa asociada a dicho
nicho entre ellos. Para esa tarea, se define una funcion de comparticion que determina la
vecindad y el grado de comparticion para cada individuo de la poblacién.

La funcion de comparticion esta basada en un parametro o que determina el radio
de los nichos que se definen en cualquiera de los dos espacios solucién. Este parametro
esta encargado de definir el grado de comparticion entre los distintos individuos, que varia
en el intervalo [0, 1]. Una de las posibles funciones de comparticién es la denominada ley
de la potencia, que presenta la siguiente expresion:

g
0, en otro caso.

P(d):{ 1— (4, sid<o

donde d es un valor concreto de una métrica d(C;, C;) que determina la distancia existente
entre dos individuos cualesquiera. Asi, la funcion trabaja penalizando la recompensa
(valor de la funcién de adaptacion original) asociada al cromosoma debido a la presencia
de otros individuos en su vecindario. El parametro real « es el encargado de indicar el
grado de penalizacion a aplicar.

De este modo, el valor de adaptacion que se asocia finalmente a cada individuo en
un problema de maximizacion se obtiene dividiendo el valor potencial, procedente de la
funcion de adaptacion sin tener en cuenta la comparticion, entre el grado de comparticion
acumulado del siguiente modo:

_ J(CY)
Yoy P(d(C:, C5))

F(C)

Tal y como se indica en [DG89], el buen funcionamiento de este esquema de nichos
depende directamente del valor del parametro o, por lo que su eleccion debe ser realizada
con mucho cuidado. Su valor debe ser igual a la maxima distancia necesaria entre los
cromosomas para que se formen el mismo nimero de nichos que de picos en el espacio de
busqueda multimodal. Por esta razon, el calculo del valor de ¢ es un problema complejo
si no se conoce bien la forma del espacio solucién que se estd explorando. En [DG89] se
presentan dos métodos alternativos para el calculo de este valor segiin se trabaje con un
esquema de comparticion fenotipico o genotipico.

2.1.1.5 Caracteristicas principales de los Algoritmos Genéticos

La aplicacion de un AG a un problema conlleva el andlisis y diseno de los cinco compo-
nentes siguientes:

1. Una representacion genética de las posibles soluciones al problema.
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2. Un mecanismo de creacion de la poblacion inicial de soluciones.
3. Una funcién de adaptacién que asocie un valor de adecuacion a cada cromosoma.

4. Una serie de operadores genéticos que alteren la composicién genética de los des-
cendientes durante el proceso de reproduccion, asi como un mecanismo de seleccién
de los padres que intervienen en dicho proceso.

5. Una serie de valores para los parametros del AG: tamano de la poblacién, probabi-
lidades de aplicacion de los operadores genéticos, etc.

Los AGs han sido aplicados con éxito en una gran cantidad de areas distintas. Algunas
de las razones de este éxito son las siguientes:

1. Pueden resolver problemas muy complejos de una forma rapida y sencilla.
2. Pueden ser enlazados facilmente con simulaciones y modelos existentes.

3. Presentan gran facilidad para ser hibridizados con otras técnicas.

En resumen, los AGs son muy robustos. Destacan por su buen comportamiento en
problemas dificiles en los que el espacio de busqueda es grande, discontinuo, complejo y
poco conocido. Aunque no garantizan la obtencién de la solucion 6ptima al problema,
suelen proporcionar soluciones bastante aceptables en un tiempo razonable.

Todas las razones anteriores han dado lugar a que su aplicacion haya crecido enor-
memente a lo largo de los ultimos anos en campos tan diversos como la optimizacion de
funciones numéricas y la optimizacién combinatoria [Gol89, Mic96], la Inteligencia Ar-
tificial [BB91, For93], la Investigacién Operativa [Nis93], las Redes Neuronales [WS92],
los Sistemas Difusos [HV96, Ped97], la Robética [Dav9l], la Vida Artificial [BB91], el
Aprendizaje Automatico [DSG93, Jan93b], etc.

2.1.2 Estrategias de Evolucion

Las EEs [BS95, Sch95] fueron propuestas inicialmente por Rechenberg y Schwefel en 1964
con la idea de obtener sistemas que fueran capaces de resolver problemas complejos de
optimizacién con parametros reales. La representacion natural escogida fue un vector
de genes con valores reales que era manipulado empleando operadores de mutacion que
alteraban los valores de los parametros reales de un modo util. Por lo tanto, el operador
dominante en las EEs es el de mutacién.

En la actualidad, existen distintos tipos de EEs, que varian segun el numero de in-
dividuos que manejan y los operadores que emplean. Aunque la mutacién sigue siendo
el operador fundamental, a raiz de la aparicion de las EEs con mas de dos individuos se



58 Sistemas Basados en Reglas Difusas Evolutivos

han desarrollado otra serie de operadores que combinan las caracteristicas de los padres
de un modo similar a como lo haria el operador de cruce de los AGs. En las dos secciones
siguientes introduciremos brevemente dos tipos de EEs, la FFE — (1+ 1)y la EE — (p, A).

2.1.2.1 La Estrategia de Evolucién (1 + 1)

La primera variante de EE que se propuso, la denominada EFE — (14 1), estaba basada en
el manejo de s6lo dos individuos por generaciéon, un padre y un descendiente. El algoritmo
hace evolucionar el vector padre aplicando un determinado operador de mutacion a cada
uno de sus componentes. La fuerza de la mutacion que se efectia viene determinada por
un valor o, la desviacién tipica de una variable aleatoria distribuida segiin una normal,
que suele denominarse tamano de paso. Este parametro esta asociado al padre y se adapta
al mismo tiempo que éste en cada paso del algoritmo. Si la adaptacién realizada ha tenido
éxito, es decir, si el hijo estda mejor adaptado que el padre segun el valor de ambos en la
funcion de adaptacion, entonces el hijo sustituye al padre en la siguiente generacion. El
proceso se repite hasta que se verifica una determinada condicién de parada, habitualmente
que el proceso se estabilice durante un numero de generaciones determinado.

El operador de mutacién mut esta formado por dos componentes. El primero de ellos,
mu,, es el encargado de adaptar el valor de la desviacion tipica o, mediante la denominada
regla de éxito é de Rechenberg:

g : 1
W, Slp>g

! .
o'=mu,(0) =1 o- e, sip<i
R
o, sip=¢

donde n es la dimension del vector solucion, p es la frecuencia relativa de mutaciones
efectuadas con éxito y ¢ es una constante que determina la cantidad en la que se actualiza
o.

El segundo, mu,, es el que lleva a cabo la mutacion de los componentes del vector de
numeros reales sumando a cada uno de ellos un valor aleatorio z; distribuido segin una
normal de media 0 y desviacién tipica o’

¢ =mu(z) = (x1 4 21, 20 + 2,)

donde z; ~ N(O,O‘l2).

2.1.2.2  La Estrategia de Evolucién (u, A)

Esta segunda variante de EE se basa en hacer evolucionar una poblacién de p vectores
solucion para obtener A descendientes y seleccionar los p mejores para formar la siguiente
poblacién (obviamente, A ha de ser mayor o igual que ). En este caso, los descendientes se
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obtienen recombinando en primer lugar uno o mas padres en un unico vector de variables
objeto y creando después uno nuevo a partir de éste aplicando mutaciones normales con las
mismas o distintas desviaciones tipicas a cada variable objeto. La caracteristica principal
de este algoritmo es su habilidad para incorporar los parametros mas importantes de la
estrategia (desviaciones tipicas y coeficientes de correlacion de las distribuciones normales
que definen la mutacién) al proceso de busqueda, de modo que la adaptacién no sélo
tenga lugar en las variables objeto sino también en los parametros de la EE de acuerdo a

la topologia local del espacio de biisqueda. Esta propiedad se denomina auto-adaptacion'

[Bac96, Sch9s].

De este modo, cada individuo @ de la poblacion esta formado por tres vectores distintos,
d = (¥,5,d), los cuales representan los valores de las variables objeto, de las desviaciones
tipicas y de los dngulos de rotacion, respectivamente. FEl vector # tiene dimension n,
siendo n el nimero de variables del problema a resolver. El segundo vector, &, tiene
dimensién n,, que puede valer como maximo n (en ese caso, cada variable objeto a;,
i =1,...,n, tiene asociado un tamano de paso o; distinto). Finalmente, el valor méximo
que puede tomar n,, la dimensién de @, es MZM%—_Q El conjunto de parametros
de la estrategia, formado por las desviaciones tipicas y los angulos de rotacion, define
completamente la distribucién n-dimensional generalizada con media 0. Sin embargo,
es posible dar valor cero al parametro n,, indicando asi que los angulos de rotacién no
se consideran en el proceso. Los valores mas habituales para ambos parametros son

[BS95, Bac96]: (ng,na) = {(1,0), (n,0), (n, ==2) (2,n — 1)}.

2

El algoritmo que presentamos a continuacion describe de una forma genérica el modo
de trabajo de la EE — (p, A). El parametro ¢ especifica el niumero de la generacién en
la que se encuentra el algoritmo y P(t) representa la poblacién que se maneja en dicha
generacion:

1. Inicializar y evaluar P(0). Inicializar el contador de generaciones ¢t < 0

2. Tomar ¢ de los p individuos de P(t) y recombinarlos A veces, empleando cual-
quiera de los siguientes mecanismos de recombinacién de genes, r € {0,1,2,3},
1=1,....n4+n, + ngy:

as;; S ~UH{L,...,(}) igual Vi, r=20

¢
a/.: %N? r:]~
' w-as;+ (1 —u)-ar; ; S, T ~U({l,...,(}), r=2
as;; S~UHL,...,C}), r=3

Esta operaciéon permite obtener los A individuos que forman P’(t). El nombre de los
distintos mecanismos es: sin recombinacién (r=0), recombinacién global intermedia
(r=1), recombinacién local intermedia (r=2) y recombinacién discreta (r=3).

'El término castellano auto-adaptacicn es una traduccién del término inglés self-adaption
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3. Mutar P’(t) adaptando los A individuos para obtener A descendientes que pasan a
formar P”(t). Para ello, proceder del siguiente modo con cada uno de ellos:

3.1. Mutar los valores de & para obtener el vector mutado &' :
& = (o} -exp(z1+ z0),.- ., 07’% - exp(zn, + 20))

102y - 1 2
donde z; ~ N(0, — ),1—1,---7nayZONN(Oam)-

B

3.2. Mutar los valores de & para obtener el vector mutado & :

i

a :(o/l—l—zl,...,oz;a—l—zna)

donde z; ~ N(0,0.0873%) (0.0873 = 5°), 1 = 1,...,n,.

3.3. Mutar los valores de & para obtener el vector mutado & :

1 i 1 1

7 = (2] +cor(d ,a ),...,xgl—l—corn(&’“,o_f )

H H . .
donde cor(5",d" ) es un vector aleatorio de valores correlacionados normalmente
distribuidos.

4. Evaluar P"(t) y seleccionar los y mejores individuos para formar P(t + 1).
5. Aumentar en 1 el contador de generaciones ¢ < ¢ + 1

6. Si se da la condicion de parada, entonces terminar, en otro caso, volver a 2.

2.2 Aprendizaje de Sistemas Basados en Reglas me-
diante Algoritmos Evolutivos

Aunque los AEs no son algoritmos de aprendizaje, ofrecen una metodologia de busque-
da potente e independiente del dominio que puede ser aplicada a gran cantidad de tareas
de aprendizaje. De hecho, los AEs han sido muy utilizados en problemas de aprendizaje
automatico de reglas de produccién a partir de conjuntos de ejemplos [Gre94]. Esto se
debe a que los individuos, cuando representan conocimiento, pueden ser tratados al mismo
tiempo como datos que son manipulados por el AE y como cédigo ejecutable que lleva a
cabo cierta tarea [Mic96].

Existen tres enfoques de aplicacion de los AEs al aprendizaje de reglas. De ellos, dos
son clasicos y han sido muy usados a lo largo de los tltimos anos, mientras que el tercero
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ha aparecido recientemente tratando de combinar las mejores caracteristicas y de resolver
los distintos problemas de los dos anteriores. Los dos primeros enfoques, Michigan y
Pittsburgh, propuestos respectivamente en [Boo82, HR78] y [Smi80], se diferencian prin-
cipalmente en el esquema de representaciéon. Mientras que en el enfoque Michigan cada
cromosoma codifica una tnica regla y la solucion final al problema esta formada por la
ultima poblacion obtenida por el AE al completo, en el enfoque Pittsburgh, los cromo-
somas corresponden a bases de reglas completas, por lo que la soluciéon al problema de
aprendizaje esta compuesta finalmente por el mejor cromosoma de la tultima poblacién.
En cambio, en el tercero de los enfoques, el de Aprendizaje [terativo de Reglas (AIR)
[GHI7, Ven92], cambia un poco la filosofia de trabajo. Al igual que en el enfoque Michi-
gan, cada cromosoma codifica una regla individual, con lo que el proceso evolutivo se hace
a nivel de regla y no de base de reglas, pero el unico individuo considerado para formar
parte de la solucién final es el mejor adaptado de la tultima poblacién. Como veremos
posteriormente, este modo de trabajo requiere que el AE sea ejecutado varias veces para
completar la solucién final al problema de aprendizaje.

En las siguientes secciones analizaremos mas detenidamente cada enfoque y presen-
taremos una pequena comparativa entre ellos, en la cual analizaremos en qué tipo de
problema es mas adecuado cada uno de ellos.

2.2.1 El Enfoque Michigan

Los procesos de aprendizaje evolutivo basados en el enfoque Michigan, propuestos inicial-
mente por Holland, reciben el nombre de Sistemas Clasificadores. Este tipo de Sistemas
Basados en Reglas presentan mecanismos capaces de procesar reglas en paralelo, generar
nuevas reglas mediante procesos adaptativos y probar la eficiencia de las reglas existentes

[Mic96].

Como ya hemos comentado, en este primer enfoque cada cromosoma representa una
unica regla y la base de reglas final esta formada por la ultima poblacion del AE al
completo. Este conjunto de reglas es adaptado a lo largo de las distintas generaciones
mediante su interaccion con el entorno gracias a la accion de una serie de operadores
evolutivos que trabajan a nivel de regla y de otra serie de médulos como los de asignacion
de mérito' y descubrimiento de reglas.

Aunque existe una amplia variedad estructural y de funcionamiento en los sistemas
basados en este enfoque, la organizacion general de los mismos presenta en la mayoria de
los casos la siguiente estructura formada por tres componentes:

1. El sistema de rendimiento, encargado de interactuar con el entorno, que contiene la
base de reglas y el sistema de produccion.

'El término castellano asignacicn de mérito es una traduccién del término inglés credit assigment
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2. El sistema de asignacion de mérito, encargado de llevar a cabo el proceso de apren-
dizaje mediante la modificacion de la recompensa asociada a cada regla individual
con respecto al comportamiento global del conjunto global de reglas contenidas en la
poblacién. Un ejemplo de un sistema de este tipo lo constituye el algoritmo bucket
brigade presentado por Holland en [Hol86].

3. El sistema de descubrimiento de reglas, que genera nuevas reglas individuales a partir
de la base global mediante un AE.

En [BGH89] puede encontrarse una descripcién mas amplia de este tipo de sistemas.

2.2.2 El Enfoque Pittsburgh

El segundo de los enfoques clasicos fue propuesto por De Jong y sus estudiantes [Smi80]
mientras trabajaban en la Universidad de Pittsburgh, razén por la cual recibe dicho nom-
bre. Se basa en la codificacion de una base de reglas completa en cada individuo existente
en la poblaciéon del AE y en la aplicacion de los operadores evolutivos con el objeto de ob-
tener nuevas poblaciones formadas por nuevas bases de reglas candidatas. De este modo,
la recompensa o crédito, siguiendo la nomenclatura empleada en el enfoque Michigan, es
asociada al conjunto completo de reglas de acuerdo a su interaccién con el entorno.

En el caso de emplear un AG para el aprendizaje automatico del sistema, el operador de
cruce suele ser el encargado de obtener nuevas combinaciones de reglas y el de mutacion, de
generar reglas distintas a las anteriores. En algunos casos, se trabaja con cromosomas de
longitud variable, lo que conlleva la necesidad de emplear operadores genéticos modificados
capaces de manejar este tipo de cromosomas.

En [Gre94] se pueden consultar varios sistemas evolutivos de aprendizaje basados en
este enfoque.

2.2.3 El Enfoque de Aprendizaje Iterativo de Reglas

En este ultimo enfoque, al igual que en el Michigan, cada individuo de la poblacion
codifica una tunica regla pero, al contrario que éste, sélo el mejor individuo es considerado
finalmente para formar parte de la solucion, la base de reglas final, siendo descartados
los restantes de la ultima poblacién del AE. De este modo, en el modelo iterativo, el
AE soluciona parcialmente el problema del aprendizaje. Para obtener una base de reglas
completa, que solucione finalmente el problema, es necesario que el AE sea incluido en un
esquema iterativo del tipo del que se muestra a continuacién:

1. Ejecutar el AE para obtener una regla para el sistema.
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2. Incorporar dicha regla a la base de reglas final.
3. Penalizar de algun modo la regla obtenida.

4. Si la base de reglas obtenida hasta el momento es suficiente para constituir una
soluciéon al problema, parar devolviendo dicha base como salida. En otro caso,
volver al paso 1.

Una forma muy sencilla y directa de penalizar las reglas que van siendo generadas
cuando se esta trabajando en un problema de aprendizaje inductivo consiste en eliminar
del conjunto de entrenamiento todos aquellos ejemplos que ya estén cubiertos por la base
de reglas obtenida hasta el momento.

Como puede observarse, este modo de trabajo provoca la formacion de nichos y especies
en el espacio de busqueda (véase la seccion 2.1.1.4). De hecho, en [BBM93] se propone
un método iterativo de optimizacion de funciones multimodales, la denominada Técnica
de Nichos Secuenciales, que permite obtener el niimero de 6ptimos deseado empleando
un AG con nichos que trabaja de una forma muy similar. El inducir nichos en el espacio
de busqueda parece muy adecuado para el problema del aprendizaje de conceptos, si se
considera dicho proceso como el aprendizaje de conceptos multimodales.

Por otro lado, puesto que la generacion de reglas se efectia sin tener en cuenta la
cooperacion global de la base de reglas obtenida, los sistemas evolutivos de aprendizaje
que siguen esta filosofia de trabajo suelen incluir un proceso de postprocesamiento encar-
gado de simplificar dicha base de reglas, por lo que finalmente acaban por presentar una
estructura en dos niveles: un proceso de generacion y otro de postprocesamiento.

Dentro del AE, la principal diferencia que existe con respecto al enfoque Michigan
es que la adaptacién de cada cromosoma se calcula individualmente, sin tener en cuenta
ningun tipo de cooperacion con los demas individuos de la poblacion. Esta forma de
trabajo reduce substancialmente el espacio de busqueda ya que en cada ejecucién del AE
unicamente se busca el obtener una regla individual.

En [GH97] puede encontrarse una descripcién mas completa de este dltimo enfoque,
asi como de varios sistemas evolutivos de aprendizaje automatico basados en él.

2.2.4 Analisis de los Tres Enfoques

Cada uno de los tres enfoques presentados tiene asociadas una serie de ventajas e incon-
venientes. En lo que respecta al Michigan, ha demostrado ser el mas adecuado para su
aplicacion en procesos de aprendizaje en linea. Este enfoque es mas flexible a la hora
de trabajar con dominios cambiantes y con procesos de aprendizaje incremental (en los
que aparecen nuevos ejemplos de entrenamiento segin avanza el tiempo), mientras que el
Pittsburgh y el AIR parecen ajustarse mejor a dominios estaticos y al aprendizaje fuera de
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linea, en el que todos los ejemplos de entrenamiento estan disponibles desde el momento
en que comienza el proceso de aprendizaje.

El problema principal del enfoque Michigan es resolver el conflicto existente entre
los intereses individuales y colectivos de los clasificadores que forman el sistema. FEl
objetivo final de un Sistema Clasificador es obtener del proceso evolutivo una base de
reglas que cooperen adecuadamente para resolver un problema. En un sistema evolutivo
de aprendizaje basado en este enfoque, en el que tanto el mecanismo de seleccion como el
de reemplazamiento trabajan a nivel de regla individual, las reglas han de cooperar para
proporcionar buenas salidas y recibir asi una buena recompensa, ademas de competir con
las demas reglas existentes en la poblacion del AF para poder reproducirse en la siguiente
generacion.

Este conflicto entre los dos tipos de intereses no se da en los sistemas evolutivos de
aprendizaje que siguen el enfoque Pittsburgh, ya que en éstos el proceso de reproduccion
se hace a nivel de bases de reglas completas, en lugar de a nivel de reglas individuales.
Aunque esto constituye una ventaja, acarrea el inconveniente del alto costo computacional
(en términos de memoria y tiempo de calculo) necesario para mantener y evaluar una
poblacién formada por una serie de bases de reglas completas. Con ello, los inconvenientes
que presenta este tltimo enfoque son, al menos, iguales a las ventajas. Aunque evita el
problema de la competicion entre clasificadores, necesita de una gran cantidad de recursos
computacionales para evaluar una poblacién de bases de reglas.

En cuanto al enfoque AIR, la ventaja que presenta frente a los dos anteriores, es que
el primer nivel reduce considerablemente el espacio de bisqueda al perseguir la generaciéon
de una sola regla en cada ejecucién del AE, lo que permite obtener buenas soluciones en
poco tiempo. Aun asi, este ultimo enfoque también presenta la desventaja de necesitar
muchos recursos de maquina ya que es necesario ejecutar un gran numero de veces el AE.

2.3 Sistemas Basados en Reglas Difusas Evolutivos

2.3.1 ; Qué es un Sistema Basado en Reglas Difusas Evolutivo 7

Tal y como comentabamos en el capitulo anterior, una de las dos tareas principales de
diseno de SBRDs es la obtencién de la base de reglas difusas. La problematica existente
para generar ésta a partir de expertos ha dado lugar a la aparicion de una gran canti-
dad de métodos de aprendizaje automatico que hacen uso de la informacién numérica (y
linglifstica, en algunos casos) existente para llevar a cabo esta tarea. Los AEs han de-
mostrado ser una herramienta muy potente para automatizar la definicion de la base de
reglas difusas, ya que el control adaptativo, el aprendizaje y la auto-organizacién pueden
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ser considerados en muchos casos como procesos de optimizacion o bisqueda. Este hecho
ha dado lugar a que el empleo de estos algoritmos para disenar SBRDs se haya extendido
durante los tultimos anos. Este tipo de procesos reciben el nombre genérico de SBRDFESs

[CH95, GH97, HMO7T].

De este modo, un SBRDE es un proceso basado en AEs que lleva a cabo algunas o
todas las tareas de diseno asociadas a la obtencién de la base de reglas difusas de un
SBRD de un modo automatico. La figura 2.5 representa graficamente un sistema de este
tipo.

PROCESO DE DISENO

Proceso de Aprendizaje Basadd
en Algoritmos Evolutivos

Base de reglas difusas

Sistema Basado
en Reglas Difusas

Interfaz de Entrada Interfaz de Salida

Entorno Computacion con Sistemas Entorno
Basados en Reglas Difusas

Figura 2.5. Sistemas Basados en Reglas Difusas Evolutivos

2.3.2 Tipos de Sistemas Basados en Reglas Difusas Evolutivos

Es posible clasificar los SBRDEs en distintas familias, segin las tareas de diseno asociadas
a la obtencion de la base de reglas difusas que lleven a cabo [CH95]. Principalmente, los
SBRDEs se han aplicado a tareas de definicion de los factores de escala y de las funciones
de pertenencia de los conjuntos difusos empleados en las reglas (es decir, tareas asociadas
a la definicién de la BD cuando se trabaja con SBRDs descriptivos) y a la generacién de
las propias reglas difusas de la base. De este modo, en el caso de los SBRDs descriptivos
de tipo Mamdani, que constituyen la familia de SBRDs a la que mas se han aplicado los
AEs en tareas de diseno de la BC, es posible distinguir tres tipos de SBRDEs:

1. Los que llevan a cabo la definicion evolutiva de la Base de Datos.
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2. Los que desarrollan un aprendizaje evolutivo de la Base de Reglas Lingiisticas.

3. Los que desarrollan un aprendizaje evolutivo de la Base de Conocimiento al com-
pleto.

En [CH95] se introducen varios ejemplos concretos de cada familia, algunos de los
cuales seran presentados al final de este capitulo. En [CHL96a] y [CHL97a] se recopila
una gran cantidad de referencias bibliograficas sobre el tema, mientras que en la seccién 13
de [CHLI7b] se puede encontrar una seleccion de referencias clasificadas de cada familia.

La clasificacion introducida varia ligeramente en los dos tipos de SBRDs restantes. En
el caso de los SBRDs aproximativos de tipo Mamdani, unicamente existen dos familias,
ya que la segunda de las presentadas pierde su sentido en este tipo de sistemas. Los dos
grupos posibles son el formado por los SBRDEs que ajustan la forma de los conjuntos
difusos empleados en las reglas de una BRD preliminar, los denominados procesos de
ajuste; y el formado por los SBRDEs que aprenden directamente la composicion de la
BRD, los procesos de aprendizaje.

En cambio, en los SBRDs TSK, las tres familias siguen teniendo sentido pero con
pequenas modificaciones. La primera mantiene la filosofia original pero, bien es aplicada
unicamente a la parte antecedente de las reglas, o bien ajusta también los parametros
existentes en el consecuente de las mismas. El segundo grupo estd formado por aquellos
SBRDEs que, tomando como base unas particiones prefijadas para las variables de entrada,
aprenden la composicién de los antecedentes y los consecuentes de las reglas difusas TSK
que formaran la base. Finalmente, la tercera familia esta compuesta por los SBRDEs de
tipo TSK que llevan a cabo las dos tareas anteriores.

En las secciones siguientes, analizaremos un poco mas en profundidad las tres familias
comentadas.

2.3.2.1 Definicion evolutiva de la Base de Datos

La definicién o ajuste de los factores de escala y las funciones de pertenencia de los
conjuntos difusos son tareas importantes en el diseno de SBRDs. Existe la posibilidad de
parametrizar ambas definiciones y adaptarlas haciendo uso de un AE que maneje dichos
parametros de acuerdo a una funcién de adaptacion.

La funcion de los factores de escala es establecer una correspondencia tanto entre las
entradas que recibe el SBRD y el universo normalizado en el que se definen las funciones
de pertenencia; como entre las salidas que devuelve el Sistema de Inferencia, definidas
en dicho universo, y el dominio real de las salidas. Este proceso de escalado se efectia
mediante funciones de escala, que pueden ser lineales o no lineales. Es posible parametrizar
dichas funciones y afrontar su definicién mediante AEs. En [GGP97, Mag96], se pueden
encontrar algunos ejemplos de SBRDEs que llevan a cabo esta tarea.

En lo que respecta al ajuste de las funciones de pertenencia, se han propuesto varios
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métodos para llevar a cabo la definicion de la BD empleando AEs [BN95, HLV95, Kar91b,
SKG93]. En todos ellos, cada cromosoma manejado en el proceso evolutivo representa una
definicion diferente del conjunto completo de funciones de pertenencia consideradas en las
reglas difusas de la base. Existen dos posibilidades, segin la naturaleza del SBRD sea
descriptiva o aproximativa: bien codificar la particion difusa de cada variable linguistica
manteniendo el nivel de descripcion del sistema, tal y como se hace en [BN95, Kar91b,
SKG93], o bien codificar las funciones de pertenencia empleadas en cada regla difusa,
ajustando los parametros de las mismas de un modo local para cada conjunto difuso, con
lo que se obtiene un SBRD aproximativo, aun en el caso en el que el sistema inicial fuese
descriptivo. Esta tltima posibilidad es considerada en [HLV95].

En la seccion 2.4.1, describiremos dos métodos evolutivos de ajuste basados en cada

una de las dos filosoffas, los presentados en [HLV95] y [Kar91b].

2.3.2.2 Aprendizaje evolutivo de la Base de Reglas Lingtiisticas

Como ya hemos indicado, esta segunda familia unicamente tiene sentido cuando se tra-
baja con SBRDs con matices descriptivos, ya sean de tipo Mamdani o TSK. Todas las
aproximaciones existentes en este grupo, suponen la existencia de una definicién previa
de la BD, es decir, de un conjunto de funciones de pertenencia que definen la semaéntica
de los términos linguisticos existentes. Esta definicion puede haber sido obtenida a partir
de conocimiento experto o mediante una equiparticién difusa de los espacios de entrada y
salida (éste ultimo sélo en el caso de los SBRDs de tipo Mamdani), tal y como comentaba-
mos en el capitulo anterior. De este modo, la tarea del AE en estos procesos automaticos
de diseno es la de generar una base de reglas difusas adecuada para el problema a resolver.

Muchos de los SBRDEs incluidos en este grupo aprenden unicamente los consecuentes
de las reglas difusas que forman la base. Para ello, hacen uso de la representaciéon en
forma de tabla de decision de la base de reglas difusas. Una BRL de un SBRD descriptivo
de tipo Mamdani formada por reglas con n variables en el antecedente y solo una en el
consecuente puede ser representada mediante una tabla de decisioén n-dimensional en la que
cada dimensién corresponde a una variable de entrada. Cada dimension tendra asociado
un vector que contendra las posibles etiquetas lingtisticas de la variable correspondiente
y cada casilla de la tabla almacenard la etiqueta que toma como valor la variable de
salida ante la combinacién de entradas que la generan. Es decir, cada casilla de la tabla
representara una regla linguistica de la base.

Las primeras aproximaciones que se realizaron, por ejemplo las presentadas en [HT94,
Kar9la, KB93, Thr91], se limitaban a codificar la base de reglas en forma de tabla de
decisién en el cromosoma, por lo que el proceso evolutivo solo se llevaba a cabo sobre los
consecuentes de las reglas, siguiendo un enfoque Pittsburgh. En muchos casos, la tinica
diferencia que existia entre ellos era la capacidad de aprender también el niimero de reglas
optimo para la base. Esta caracteristica la presentaban tnicamente aquellos métodos
que incluian un valor que representaba la ausencia de consecuente para una regla con un
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antecedente concreto, es decir, la ausencia de la regla correspondiente en la BRL. En el
caso en que el AE no dispusiera de dicho valor de codigo, todas las reglas de la tabla eran
automaticamente incluidas en la BRL aunque no fuesen necesarias. De los cuatro métodos
citados, los presentados en [Kar9la, KB93] tienen este inconveniente mientras que los dos
restantes, los incluidos en [HT94, Thr91], si poseen la capacidad de decidir el nimero de
reglas.

Posteriormente, se han desarrollado otros SBRDEs mas refinados dentro de esta fami-
lia. En [Bon93], Bonarini presenta un proceso evolutivo de diseno basado en una variante
del enfoque Michigan para el aprendizaje de la BRL, por lo que no codifica tablas de deci-
sion, sino reglas individuales en cada individuo de la poblacién. Por otro lado, el SBRDE
presentado por Hoffmann y Pfister en [HP95] mantiene el enfoque Pittsburgh, pero aporta
una serie de novedades tales como el empleo de una estructura jerarquica de inferencia,
y un AG desordenado® [Gol89] que posibilita el manejo de cromosomas de longitud varia-
ble con codificacién no dependiente de la posicion. Este esquema de codificacién permite
representar la BRL de una forma mas adecuada, lo que facilita su diseno.

En la seccién 2.4.2, presentaremos un método basado en tablas de decisién [Thr9l] y
el método de Bonarini [Bon93].

2.3.2.3 Aprendizaje evolutivo de la Base de Conocimiento

Esta ultima familia ha sido la mas prolifica en nimero de contribuciones desarrolladas
en los iltimos anos. Podemos encontrar aproximaciones muy diversas para la definicién
completa de la base de reglas difusas, tales como las presentadas en [CV93, GP96, HLVI7b,
KKK94, KS95, LP94, L'T93b, MV96, NL94, PB93, VM95a, VM95b]. Dentro de este
gran grupo de trabajos, hay procesos que presentan cromosomas de longitud variable
[CV93, LP94], algunos que hacen uso de una gran cantidad de conocimiento experto con
objeto de mejorar el proceso de aprendizaje [HLV9Th, L'T93b], mientras que otros fijan el
nimero de reglas a priori [KS95, PB93].

Por otro lado, Carse y sus colegas [CFM96] dividen esta tercera familia en dos subgru-
pos dependiendo de la simultaneidad en el desarrollo de las dos tareas de diseno considera-
das: la definicion de las funciones de pertenenciay de las reglas de la base. Principalmente,
distinguen entre procesos que aprenden la base de reglas completa en varios pasos (como
los presentados en [GP96, HLVI97b, KIKK94]), o simultaneamente en un tnico paso (caso
de los introducidos en [CV93, KS95, LT93b, LP94, MV96, NL.94, PB93, VM95a, VM95b]).

En la seccion 2.4.3, introduciremos tres SBRDEs incluidos en esta familia: el presen-
tado por Lee y Takagi en [LT93b] para el diseno de SBRDs TSK, y los dos presentados
por Magdalena y Velasco en [MV96, VM95a, VM95b], basados respectivamente en los
enfoques Michigan, para disenar SBRDs aproximativos de tipo Mamdani, y Pittsburgh,
para sistemas descriptivos del mismo tipo.

'El término castellano Algoritmo Genético desordenado es una traduccién del término inglés Messy
Genetic Algorithm
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2.3.3 El Problema de Cooperacién-Competicion

Al igual que cualquier otra técnica de diseno de SBRDs, el objetivo de un SBRDE es la
obtencion de un SBRD capaz de resolver el problema planteado de la mejor forma posible.
Para llevar a cabo esta tarea, los SBRDEs combinan en el proceso de diseno las principales
caracteristicas del sistema a obtener, un SBRD, y de la herramienta empleada para ello,

un AE.

Como vimos en el primer capitulo, una de las caracteristicas mas interesantes de un
SBRD es el razonamiento interpolativo que lleva a cabo. Esta caracteristica juega un papel
primordial en el buen funcionamiento de los SBRDs, y es consecuencia de la cooperacion
entre las reglas que componen la base de reglas difusas del sistema. Esto se debe a que
la salida que proporciona el SBRD no suele ser fruto de la acciéon de una tunica regla
sino de la accion conjunta de varias reglas difusas que se han activado al emparejarse sus
antecedentes con la entrada del sistema en algin grado.

Por otro lado, el aspecto fundamental de los AEs es la competicion entre los miem-
bros de la poblacion que representan posibles soluciones al problema. En este caso, este
comportamiento se debe a la mecanica de la seleccién natural en la que se basa el AE.

De este modo, los SBRDEs trabajan promoviendo la competicion para obtener final-
mente la mejor cooperacion posible, al combinar las dos caracteristicas anteriores. Esta
forma de trabajo parece muy adecuada para afrontar el diseno de SBRDs, ya que los dis-
tintos miembros de la poblacién compiten entre ellos para proporcionar la solucién final:
la base de reglas difusas que presente el mejor nivel de cooperacién posible entre las reglas
que la constituyen. El problema que se plantea es como llevar a la préactica la forma de
trabajo indicada y se denomina problema de cooperacion-competicion (PCC) [Bon96].

La dificultad en la resolucion del problema anterior depende directamente del enfoque
evolutivo de aprendizaje seguido por el SBRDE. Los tres enfoques genéricos de aprendi-
zaje de Sistemas Basados en Reglas introducidos en la seccién 2.2 pueden ser empleados
sin alteracién ninguna para la construccion de SBRDEs, y cada uno de ellos presenta
una problematica distinta a la hora de resolver el PCC que analizamos brevemente a
continuacion.

En el enfoque Michigan, la resolucién del PCC es bastante dificil. El hecho de que el
proceso evolutivo sea efectuado a nivel de regla individual en los SBRDEs basados en este
enfoque, da lugar a que no sea facil obtener un nivel de cooperacion adecuado entre reglas
difusas que estan compitiendo entre si. Para ello, es necesario disponer de una funcién de
adaptacion capaz de medir tanto la bondad de la regla individual, como la calidad de su
cooperacién con las restantes de la poblacion para proporcionar la mejor acciéon posible en
la salida. Como se indica en [Bon96], no es nada facil disenar una funcién de adaptacion
de este tipo.

Por otro lado, los SBRDEs que siguen el enfoque Pittsburgh son capaces de resolver
correctamente el PCC. En este caso, el AE lleva a cabo la evolucion sobre bases de reglas
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difusas completas, y el valor de la funciéon de adaptacién asociado a cada individuo se
calcula teniendo en cuenta la salida que devuelve realmente el SBRD codificado en el
cromosoma, al recibir una determinada entrada. De este modo, cada vez que se evalia
la adaptacion de un individuo, se mide el nivel de cooperacion existente entre las reglas
que componen la base de reglas difusas que codifica, por lo que el SBRDE es capaz
de adaptar correctamente la poblacién para conseguir que las reglas difusas de la base
obtenida finalmente cooperen de la mejor forma posible.

Desafortunadamente, este enfoque presenta el inconveniente de tener que trabajar con
espacios de busqueda muy grandes, lo que dificulta el encontrar soluciones 6ptimas. Los
parametros del SBRD considerados en el proceso de aprendizaje automatico condicionan
la dimensién y las propiedades del espacio de busqueda, dando lugar a que la resolucion del
problema sea mas lenta o mas rapida o, incluso, factible en menor o mayor grado. Como
se indica en [SK94], las investigaciones realizadas han demostrado que la longitud del
cromosoma y la complejidad del problema juegan un papel fundamental en estos factores.

Este inconveniente es mas habitual en el diseno de SBRDEs pertenecientes a la tercera
familia comentada, es decir, cuando el proceso evolutivo de aprendizaje afronta la genera-
cién de la base de reglas difusas completa. En estos casos, la representacion genética debe
incluir una gran cantidad de parametros distintos para definir la base de reglas difusas,
lo que provoca que el tamano de los individuos aumente en gran medida. Este hecho se
acentua aun mas cuando se afronta el diseno de SBRDs aproximativos. El uso de defi-
niciones distintas de las funciones de pertenencia en cada regla difusa da lugar a que el
numero de parametros de la base de reglas difusas se incremente, por lo que el espacio de
busqueda se hace mas complejo, provocando incluso que el problema pueda llegar a ser
computacionalmente intratable.

En [Bon96], Bonarini analiza detenidamente el PCC y concluye que las reglas difusas
que cooperan adecuadamente para producir un SBRD robusto presentan distintos antece-
dentes, mientras que las que compiten entre si son las que tienen el mismo antecedente.
Bajo esta suposicién, propone un SBRD llamado ELF (que introduciremos en la seccion
2.4.2.2), basado en una modificacién del enfoque Michigan, que toma lo mejor de
los dos enfoques anteriores. ELF divide la poblacion de reglas empleada habitualmen-
te en el enfoque Michigan en varias subpoblaciones formadas por reglas difusas que se
emparejan con el mismo estado. El proceso hace que las reglas existentes en una sub-
poblacion compitan para proponer la mejor accién, y fomenta la cooperacion entre las
distintas subpoblaciones para generar finalmente el mejor SBRD posible. Esta forma de
trabajo constituye una solucion intermedia que resuelve correctamente el PCC y reduce
de un modo significativo la dimension del espacio de busqueda. Los dos objetivos son
satisfechos gracias a la formacién de nichos y especies en la poblacion.

Por dltimo, los SBRDEs basados en el enfoque AIR tratan al mismo tiempo de
resolver correctamente el PCC y de reducir el espacio de busqueda. Para ello, estos
procesos siguen la forma de trabajo habitual de particionar los problemas y dividen el
proceso evolutivo de aprendizaje en, al menos, dos subprocesos: el de generacién de reglas
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difusas y el de postprocesamiento, por lo que reciben el nombre de SBRDFEs en vartas
etapas [GHIT]. Asi, estos sistemas resuelven el PCC en dos etapas empleando dos procesos
que actian a dos niveles distintos: en el primero, predomina la competicion entre reglas
difusas y en el segundo la cooperacion entre las reglas generadas en el anterior. Con ello,
el proceso evolutivo de generacion de reglas fuerza la competicion entre reglas, como los
basados en el enfoque Michigan, para obtener una base de reglas difusas compuesta por
las mejores reglas posibles para cada estado, pero no la cooperaciéon entre ellas, que sélo
es débilmente considerada por el criterio de penalizacién de reglas. En cambio, el proceso
evolutivo de postprocesamiento fuerza la cooperacion entre las reglas difusas generadas
en el proceso anterior, refinando o eliminando las reglas redundantes o innecesarias para
generar la mejor base de reglas difusas posible.

Como puede observarse, los SBRDEs en varios niveles y ELF trabajan de forma si-
milar. El modo de operacion iterativo seguido por el proceso evolutivo de generacién de
reglas, comentado en la seccion 2.2.3, provoca la formacion de nichos y reduce considera-
blemente el tamano del espacio de busqueda. El método de postprocesamiento también
trabaja con un espacio de bisqueda mas reducido, ya que tinicamente maneja las reglas
difusas generadas en el proceso anterior. La principal diferencia entre las dos filosofias
de trabajo es que los SBRDEs en varios niveles descomponen la solucion del PCC en dos
fases, en las que predominan la competicion y la cooperacion, respectivamente, mientras
que ELF resuelve el problema en un unico paso.

2.3.4 Aspectos Clave en el Diseno de Sistemas Basados en Reglas
Difusas Evolutivos

Independientemente del tipo de SBRDE con el que se esté trabajando y de la aplicacién a
la que se pretenda destinar el SBRD disenado finalmente, hay una serie de cuestiones de
gran importancia referentes al diseno del AE empleado, que han de ser consideradas a la
hora de construir un SBRDE. Muchas de ellas son generales en el sentido de que han de
ser consideradas cuando se afronta la resolucién de cualquier problema empleando AEs,
aunque otras son especificas para el problema de la definicién de la base de reglas difusas

de un SBRD. En [SK94], se recogen todas ellas:

e Definicién del tamano de la poblacién que manejard el AE.

e Eleccion del esquema de representacion que se empleara para codificar las posi-
bles soluciones, es decir, los parametros de definicién de la base de reglas difusas
considerados en el proceso evolutivo de aprendizaje.

e Definicién de la forma en la que se provocara la aparicion de nichos en el espacio de
busqueda, en el caso de trabajar con un AE que presente esta propiedad.

o Eleccién o diseno de la estrategia de seleccion de descendientes y de los operadores
evolutivos a aplicar, asi como de los valores de los parametros asociados a los mismos.
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Especificacién del modo en el que se empleara el conocimiento disponible sobre el
problema para mejorar el proceso evolutivo.

Definicién del criterio de parada del AE.
Generacion de la poblacién inicial de individuos del AE.

Disenio de una funcién de adaptacion que mida el grado de adecuacién de la regla
difusa o base de reglas difusas codificada en el individuo.

A continuacién, comentaremos brevemente los aspectos mas relevantes de entre los

anteriores [SK94, HM97, MV97]:

1. FEleccion del esquema de representacion: Dentro de esta tarea de diseno, se han de

resolver dos subtareas: la eleccién del esquema de codificacién a emplear entre la
amplia gama de posibilidades existente: codificacion binaria, k — aria, real, basada
en orden, expresiones en Lisp, arboles, etc. ; y el posicionamiento de la informacion
en la cadena que representa el individuo, es decir, el orden en el cual se codifican
los parametros de la base de reglas difusas que se pretenden optimizar.

En lo que respecta a la primera decision, el esquema mas empleado clasicamente
al trabajar con AGs ha sido el binario, pero en los ultimos anos las ventajas de
la codificacion real se estan imponiendo paulatinamente. Esta primera subtarea es
fundamental, ya que la longitud de la cadena que representa al individuo, la cual
depende del esquema de codificacién empleado y del nimero de parametros de la
base de reglas difusas que se desean aprender, determina directamente el tamano y
la complejidad del espacio de bisqueda.

. Diseno de los operadores evolutivos: Esta tarea consiste en la definiciéon de los ope-

radores evolutivos que permiten generar nuevas soluciones potenciales. El éxito de
un proceso de busqueda necesita de la existencia de un equilibrio adecuado entre
la exploracion y la explotacion del espacio de posibles soluciones, y dicho equilibrio
depende directamente de los operadores evolutivos disenados.

Puesto que los operadores evolutivos trabajan sobre una representacion codificada
de una definicién de una base de reglas difusas, es necesario que exista una cierta
compatibilidad entre ellos y la estructura de los individuos. Esta compatibilidad
puede ser llevada a la practica de dos formas distintas: bien, trabajando con un
esquema de codificacién cldsico (por ejemplo, el binario en el caso de un AG) y
utilizando el conjunto de operadores habitualmente empleados para el mismo; o bien,
haciendo uso de una representacion no clasica para codificar las posibles soluciones,
y disenando operadores evolutivos especificos que permitan trabajar adecuadamente
con los nuevos genomas. De este modo, la definicion del conjunto de operadores
evolutivos debe ser afrontada a la vez que se decide el esquema de representacién a
emplear.
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3. Diseno de la funcion de adaptacion: La funcion de adaptacion es la encargada de
guiar la busqueda a través del espacio, por lo que debe ser capaz de distinguir
entre buenas y malas soluciones, asociando mejores valores a las primeras. En el
area de los SBRDEs, la composicion de la funcién de adaptacion depende, en lineas
generales, de dos factores: el esquema evolutivo de aprendizaje seguido por el AE y
la aplicacién a la que se destina el SBRD que se estd disenando.

El primero de ellos determina si los individuos de la poblacion del AFE codifican reglas
difusas individuales o bases de reglas difusas completas. De este modo, la funcién de
adaptacion debe tener en cuenta esta caracteristica para asociar adecuadamente las
recompensas a los individuos. Por otro lado, el hecho de que el sistema final vaya a
ser empleado en una aplicacién de modelado o de control determina también la forma
de esta funciéon. En el primero de los casos, el indice de rendimiento empleado para
definirla suele estar basado en medidas de error que calculan la diferencia existente
entre la salida deseada y la que devuelve actualmente el SBRD codificado en el
individuo. En el segundo, se suele emplear el propio sistema a controlar, en el caso
del aprendizaje en linea, o un modelo del mismo, cuando se realiza un aprendizaje
fuera de linea; y se definen indices de rendimiento que determinan la bondad de la
actuacion del SBRD evaluado en el control de dicho sistema o modelo.

4. Especificacion del modo en que se empleard el conocimiento disponible: Como des-
tacabamos en el primer capitulo, una de las ventajas principales de los SBRDs es que
son los unicos sistemas capaces de trabajar con dos tipos de informacion: numérica
y linguistica, y de hacer uso de ambas en el proceso de diseno del propio sistema.
Los AEs presentan ademas la ventaja de su flexibilidad, que les permite incorporar
el conocimiento disponible sobre el problema y mejorar asi el proceso de busqueda.
De este modo, el empleo de un AFE para disenar un SBRD constituye un marco muy
adecuado para aprovechar toda la informacion disponible en el proceso de diseno.

Como ya hemos comentado anteriormente, el conocimiento a priori puede estar
presente en formas muy distintas cuando se afronta la generacién de la base de reglas
difusas de un SBRD [SK94]: conocimiento sobre las variables lingiiisticas existentes
en el problema, sobre la forma de las funciones de pertenencia, sobre los intervalos
de definicion de éstas, existencia de reglas difusas totalmente definidas, conocimiento
sobre el numero de reglas que pueden componer la base, sobre la existencia de reglas
simétricas, existencia de datos de entrada-salida que definan el comportamiento del
problema, etc. Este conocimiento a priori puede ser incorporado al AE de diversas
formas, tales como las siguientes:

o Manteniendo las reglas difusas existentes en la base de reglas difusas y em-
pleandolas para calcular la accién y la medida de rendimiento. Usar el AE
para generar el resto de las reglas de la base.

e Haciendo uso de la simetria existente en el problema para reducir el espacio de
busqueda a la mitad, persiguiendo obtener iinicamente la definicion de la mitad
de los parametros asociados a la base.



74 Sistemas Basados en Reglas Difusas Evolutivos

e Empleando el conocimiento disponible para generar la poblacién inicial de so-
luciones que manejara el AE. El trabajar de esta forma permite que el AE
converja mucho mas rapidamente hacia buenas soluciones ya que, en el caso
en el que esta informacion no esté disponible, la poblacion inicial se genera
aleatoriamente.

5. Definicion del esquema de formacion de nichos: La capacidad que presentan al-
gunos AEs para permitir la formacién de nichos en el espacio de busqueda puede
aportar numerosas ventajas en el diseno de la base de reglas difusas de un SBRD. El
esquema de nichos puede ser empleado tanto para mejorar el proceso de obtencién
de nuevas soluciones por parte del AE [Bon96], como para permitir la generacién
de distintas definiciones finales de la base de reglas difusas [KS95]. Consideraremos
ambas posibilidades en los procesos evolutivos de aprendizaje presentados en los
capitulos 4 y 5 de esta memoria.

Dentro de las dos posibilidades de esquemas de formacién de nichos existentes (véase
la seccion 2.1.1.4), el esquema fenotipico es el méas empleado ya que trabaja direc-
tamente con las reglas difusas en lugar de con su genoma, lo que permite afrontar la
definicion de la base de reglas difusas de un modo méas adecuado. Fn los capitulos 4
y b, emplearemos el esquema genotipico con el objeto de permitir la generacion de
distintas definiciones de la base de reglas difusas.

2.4 Algunos Ejemplos Concretos de Sistemas Basados
en Reglas Difusas Evolutivos

Finalizaremos este capitulo presentando brevemente algunas aproximaciones concretas de
SBRDEs existentes en la literatura especializada. Las tres secciones siguientes estan dedi-
cadas, respectivamente, a cada una de las familias de SBRDEs introducidas anteriormente.

2.4.1 Sistemas Basados en Reglas Difusas Evolutivos para la De-
finicién Automatica de la Base de Datos

Dentro de la primera familia, introduciremos un SBRDE para el disenio de la BD de un
SBRD descriptivo de tipo Mamdani, el propuesto por Karr en [Kar91b], y otro para el
ajuste aproximativo de las funciones de pertenencia de una base de reglas difusas descrip-
tiva o aproximativa, presentado por Herrera, Lozano y Verdegay en [HLV95].
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2.4.1.1 El método evolutivo de definicion de la Base de Datos de Karr

La aproximacién de Karr [Kar91b] estd basada en la existencia de particiones difusas
primarias de los distintos espacios en los que se definen las variables de entrada y de
salida existentes en el sistema. Emplea un AG para definir la semantica de los distintos
conjuntos de términos lingtiisticos, es decir, para aprender la forma de los conjuntos difusos
asociados a cada una de las etiquetas linguisticas definidas en las particiones difusas. Es,
por tanto, un proceso de diseno para SBRDs descriptivos de tipo Mamdani, aunque podria
ser adaptado para permitir la definicién de la semantica de las variables de entrada en un
SBRD TSK con matices descriptivos en el antecedente.

Con objeto de llevar a cabo la tarea comentada, Karr emplea un AG simple con
codificacion binaria, esquema de seleccion proporcional, cruce simple y mutacién aleatoria.
El esquema de codificacién binario permite representar todas las funciones de pertenencia
asociadas a las distintas etiquetas lingiiisticas de los conjuntos de términos en un unico
cromosoma.

Karr considera funciones de pertenencia triangulares para definir la semantica de las
etiquetas de la BD. Para la definicién de cada triangulo, tiene en cuenta unicamente los
dos puntos extremos del soporte de cada conjunto difuso, dejando fijo el punto central
con valor de pertenencia 1 (la moda). De este modo, la evolucién que lleva a cabo el AG
permite alterar la forma de los tridngulos (cuando se modifica la anchura de la base) o
trasladar éstos (cuando ambos puntos son desplazados a través del eje X) libremente. El
proceso varia en los triangulos situados en los extremos del intervalo, los cuales requieren
unicamente el uso de un punto (con valor de pertenencia 0) para su definicién. Su punto
modal coincide con el valor del extremo correspondiente del universo de discurso de la
variable. En este caso, solamente es posible llevar a cabo una operacién sobre estos
triangulos consistente en alterar la anchura de su base en una de las dos direcciones del
eje X, es decir, agrandarlos o estrecharlos. En la figura 2.6 se muestra un ejemplo del tipo
de particiéon difusa considerada.

La restriccion impuesta sobre las funciones de pertenencia obliga a que las funciones
asociadas a las etiquetas de los extremos mantengan triangulos rectos, mientras que las
asociadas a los términos interiores emplean triangulos isosceles. Es claro el hecho de que
esta restriccién impide que el AG obtenga funciones de pertenencia mal definidas.

Las codificaciones parciales de las funciones de pertenencia existentes en las particiones
difusas asociadas a cada variable del sistema se unen para formar un cromosoma que
representa la definicién completa de la BD en una tnica cadena binaria. Puesto que cada
punto se representa mediante un numero fijo de bits, los cromosomas son de longitud fija,
es decir, todos los individuos de la poblacién tienen la misma longitud.

Finalmente, Karr no define explicitamente una funcién de adaptaciéon, pero introduce
algunos aspectos a considerar para construirla. Su idea para la medida de la adecuaciéon
de un individuo concreto se basa en medir el rendimiento del SBRD que maneja una BC
formada por la BRL original y la BD codificada en el mismo en el problema concreto a
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Figura 2.6. Un ejemplo del tipo de particion difusa empleada en el proceso evolutivo de

definicion de la BD de Karr

resolver.

2.4.1.2 El método evolutivo de ajuste de funciones de pertenencia de Herre-
ra, Lozano y Verdegay

En [HLV95], se presenta un proceso evolutivo para el ajuste de las funciones de pertenencia
manejadas en las reglas de una base de reglas difusas de tipo Mamdani previamente obteni-
da. El proceso es aplicable independientemente de la naturaleza descriptiva o aproximativa
de dicha base, y devuelve como resultado un SBRD aproximativo de tipo Mamdani. Cada
cromosoma codifica una definiciéon completa de la base de reglas difusas ya que almacena
individualmente las T' reglas difusas que la componen, incluyendo los conjuntos difusos
que cada una de ellas emplea. E1 SBRDE sigue, por tanto, un enfoque Pittsburgh.

El AG disenado para el proceso esta basado en un esquema de codificacion con parame-
tros reales y usa el muestreo universal estocastico como procedimiento de seleccion y la
mutacion no uniforme de Michalewicz. Con respecto al cruce, se emplea el operador
max-min-aritmético, propuesto por los autores. La descripcion de los distintos operadores
puede consultarse en la seccién 2.1.1.

El método emplea funciones de pertenencia trapezoidales a las que asocia una represen-
tacion paramétrica basada en una tupla formada por cuatro valores reales. Supongamos
que la siguiente regla es la i-ésima de la base de reglas difusas:

Si Xies Aqjy Xoes Ay ...y X, es A, entonces Y es B;

En ese caso, las funciones de pertenencia asociadas a los A;; y a B; (sean éstos eti-
quetas linglifsticas con una semantica asociada o bien, directamente, conjuntos difusos) se
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representan mediante las tuplas (¢;;, a;j, bij, dij) v (¢, al, b, dl), respectivamente, segin la
equivalencia reflejada en la figura 2.7.

a b C d

Figura 2.7. Representacién de un conjunto difuso trapezoidal en forma de tupla con cuatro
valores

Asi, cada regla difusa se codifica en una porciéon de cromosoma C,;, 1 = 1,.... T, del
siguiente modo:

/ ! / 4
Cr’i = (Ci17 ai17 bi17 d’i17 seey c’in7 ain7 b’in7 din7 C“ aﬂ bﬂ dz)

Asi, la definicién completa de la base de reglas difusas se codifica en un cromosoma
C, de la forma:

Cr = Crl 07’2 CrT

Tal y como puede verse, cada individuo codifica el conjunto de reglas difusas original
y la diferencia entre ellos radica en las funciones de pertenencia empleadas en cada regla
difusa. Puesto que cada una de ellas se codifica en una porcién de cromosoma, si partimos
de una base de reglas descriptiva, el proceso evolutivo puede cambiar un conjunto difuso
en una regla y no en otras en las que aparezca o, en el caso mas extremo, la forma de
dicho conjunto difuso puede ser distinta en cada una de las reglas en las que aparece.
La semantica de los antiguos términos linguisticos pasa a depender de este modo de la
regla concreta en la que aparezcan dichos términos, con lo que la base de reglas difusas
finalmente obtenida presentara un comportamiento aproximativo.

La generacion de la primera poblacion se hace a partir de la definicion de la base de
reglas difusas inicial. Esta primera definicién es codificada directamente en un cromosoma
notado por (', mientras que los individuos restantes son generados asociando un intervalo
de variacion, [}, ¢t], a cada gen ¢, de Cy, h = 1...(n+1)-T-4. Cada intervalo de variacién
constituye el intervalo de ajuste de la variable correspondiente, ¢;, € [¢}, c?].

Si (t mod 4) = 1 entonces ¢; es el valor situado mas a la izquierda del soporte del
nimero difuso. Dicho nimero se define mediante cuatro parametros (¢t, ¢i1, Crya, Cit3)
y los intervalos de variacion son los siguientes:
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o€ [chcl] = [er - 4172, 4 75
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La figura 2.8 muestra la representacion grafica de estos intervalos. De este modo, se
crea una poblacion de cromosomas con 'y como primer individuo y los restantes iniciali-
zados aleatoriamente, variando cada gen en su intervalo de ajuste respectivo.

r r
Ct C¢ Ct Cis1  Cry  Cu2  Cuo Ciez Cus

|
C!(+1 C|t+2 Cirs
Figura 2.8. Intervalos de variacion

La funcién que mide el grado de adaptacion de un cromosoma se define haciendo uso de
un conjunto de entrenamiento, Krps, y una medida de error concreta, el error cuadratico
medio. De este modo, el valor de adecuacion que se asocia a cada individuo se obtiene
calculando el error cometido por el SBRD aproximativo que emplea la BRD codificada en
el cromosoma, al tomar como entrada los distintos valores almacenados en el conjunto de
entrenamiento. La funcién de adaptacion se representa mediante la expresion siguiente:

1

B(O) = 2|Erps|

(ey* — S(ea®))”

ex€lTDs

2.4.2 Sistemas Basados en Reglas Difusas Evolutivos para el Apren-
dizaje de la Base de Reglas Lingiisticas

En lo que respecta a esta segunda familia, analizaremos el método de Thrift [Thr91], que
emplea la codificacién en forma de tabla de decisién para generar la BRL de un SBRD
descriptivo de tipo Mamdani; y el de Bonarini [Bon93], que sigue una variante del enfoque
Michigan para llevar a cabo la misma tarea.
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2.4.2.1 El método evolutivo de generacion de la Base de Reglas Lingtiisticas

de Thrift

Este método, como muchos otros de este grupo, esta basado en codificar todas las celdas
de la tabla de decision en los cromosomas. Asi, Thrift [Thr91] establece una aplicacion
entre el conjunto de etiquetas asociado a la variable de salida del sistema y un conjunto
creciente de enteros (que contiene un elemento mas que el anterior y tiene al 0 como
primer elemento) que representa el conjunto de valores posibles para los genes. Vamos
a ver un ejemplo para clarificar el concepto. Sea { NG, NP,CE, PP, PG} el conjunto de
términos asociado a la variable de salida, podemos representar la ausencia de valor para
la misma empleando el simbolo —. Se establece una aplicacién entre el conjunto completo
constituido anadiendo este simbolo al conjunto de términos y el conjunto {0,1,2,3,4,5}.
Con ello la etiqueta NG se asocia con el valor 0, NP con el 1, ..., PG con el 4 y el
simbolo nulo — con el 5.

De este modo, el AG empleado usa un esquema de codificacion entera. Cada cromoso-
ma se construye uniendo las codificaciones parciales asociadas a cada etiqueta lingiiistica
contenida en las celdas de la tabla de decision. Un gen que toma el alelo — representa la
ausencia de la regla difusa contenida en la celda correspondiente de la BRIL.

El AG propuesto utiliza un esquema de seleccion elitista y los operadores genéticos
empleados son de distinta naturaleza. Mientras que el operador de cruce es el cruce
multipunto clasico (efectuado en dos puntos), el operador de mutacién ha sido disenado
especificamente para este proceso. Cuando se aplica sobre un alelo distinto al simbolo
nulo, se anade o resta uno o se cambia al valor nulo. Cuando el valor anterior del gen es
el simbolo nulo, se selecciona un nuevo valor aleatoriamente.

Por dltimo, la funciéon de adaptacion esta también basada en una medida especifica
de la aplicacién. La adaptacion de un individuo se determina aplicando el SBRD de tipo
Mamdani que emplea una BC formada por la BD definida previamente y BRL codificada
en su genotipo al sistema a controlar, partiendo de distintos estados y calculando la
convergencia del proceso hacia el punto de equilibrio deseado.

2.4.2.2 El método evolutivo de generacion de la Base de Reglas Lingtiisticas
de Bonarini

El método que propone Bonarini [Bon93], denominado ELF (Evolutionary Learning of
Fuzzy Rules, es decir, aprendizaje evolutivo de reglas difusas), es bastante distinto a las
otras aproximaciones englobadas en este grupo. El autor considera el alto costo computa-
cional necesario para obtener una BRL mediante un AG con una poblacion de individuos
que codifiquen la tabla de decisién completa, es decir, asociado al enfoque Pittsburgh, y
decide disenar un SBRDE basado en el enfoque Michigan.

Con objeto de llevar a cabo esta tarea, el AG empleado por Bonarini trabaja con
una poblacion de reglas. Esta nueva codificacion permite aprender la estructura completa
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de las reglas difusas de tipo Mamdani, es decir, sus antecedentes, sus consecuentes y el
numero 6ptimo de reglas que formaran parte de la BRL. El autor desea aprender con ELF
los estados que se dardn en el sistema a controlar y determinar los que son irrelevantes
para el mismo, obteniendo asi BRLs optimas para la aplicacion.

La funcién de adaptacion juzga el estado alcanzado cada vez que se disparan las reglas.
Cada individuo de la poblacién, es decir, cada regla, posee informacion asociada referente
a varias cuestiones: con qué nivel ha sido juzgada (su fuerza), cuando fue generada,
cuando fue disparada por ultima vez y en cuanto contribuyé a las acciones llevadas a cabo
anteriormente por el SBRD, que en este caso es empleado en una aplicacién de control.
ELF modifica la fuerza asociada a la regla difusa de acuerdo con el rendimiento de la
accion a la que contribuye. Este rendimiento es determinado empleando la funcion de
adaptacion.

Otra caracteristica importante de este método, asociada al empleo del enfoque Mi-
chigan, es que esta disenado para ser ejecutado en un entorno real. En primer lugar, el
proceso selecciona aquellas reglas cuyo antecedente presenta un grado de emparejamiento
superior a un umbral proporcionado por el disenador del SBRD, de entre las que pue-
den ser disparadas en el estado actual del sistema. Las reglas incluidas en este conjunto
compiten entre ellas para proporcionar la mejor accion de control para el estado actual.

Sobre este conjunto de individuos se aplican varios operadores genéticos. Algunas de
estas reglas se consideran lo suficientemente evaluadas, puesto que han contribuido en mas
de un cierto grado a las acciones pasadas. Si varias de ellas poseen un grado de fuerza
bajo, eso quiere decir que las acciones de control que proporcionaron no funcionaban co-
rrectamente, por lo que son sustituidas por otras que funcionen mejor. Los consecuentes
de las reglas del conjunto son modificados con una probabilidad inversa a su fuerza. Este
ultimo paso conforma el operador de mutacion del AG y permite que ELF localice nuevas
reglas en un entorno préoximo a otras que ha aprendido anteriormente. Como comentaba-
mos en la seccion 2.3.3, esto constituye una diferencia con respecto al enfoque Michigan
clasico y provoca la creacion de nichos y especies en el espacio de bisqueda del problema.

Si ha transcurrido un amplio intervalo de tiempo desde la tltima modificacion efec-
tuada sobre las reglas, esto quiere decir que la poblacién de reglas que se comportan
adecuadamente ante el estado actual del sistema se ha estacionado, y todas ellas poseen
mas o menos la misma fuerza. FEn este caso, ELF selecciona la peor regla y muta sus
consecuentes para continuar la bisqueda, tratando de localizar una configuracién mejor.
Si existen pocas reglas que puedan ser disparadas en el estado actual (el parametro que
indica cuando el nimero de reglas es suficiente cambia su valor dinamicamente), ELF
genera una nueva regla que lo cubra y propone aleatoriamente una accién de control. Este
es el inico mecanismo que introduce nuevos antecedentes y se denomina detector de cubri-
miento. Este proceso puede introducir, con una probabilidad dada, simbolos de tipo "no
interviene” como valor para alguna de las variables de entrada de la nueva regla generada.
Las reglas que presentan este tipo de simbolos en el antecedente se emparejan con distintos
estados y compiten con distintos grupos de reglas, uno por cada uno de los estados con
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los que se emparejen. Son individuos, por tanto, encuadrados en varias especies y nichos.

La situacion dual se da cuando existen demasiadas reglas que casan con un estado
concreto. En este caso, el operador genético que se aplica se denomina eliminador de
reglas y simplemente elimina de la poblacion la peor de las reglas cuyo antecedente se
empareja con dicho estado.

Una vez que se ha llevado a cabo la seleccion y se han aplicado los operadores genéticos,
ELF emplea el SBRD con la BRL codificada en la poblacién en el estado actual. La
funcién de adaptaciéon evalia entonces el nuevo estado obtenido, proporcionando la debida
recompensa. Existe un proceso de comparticion en la distribucion de esta recompensa:
cada individuo obtiene una parte de la misma de acuerdo con la contribucion de la regla
que codifica la accion de control aplicada. Mediante este proceso se modifica la fuerza
asociada a las reglas codificadas en la poblacién.

Por ltimo, varios aspectos merecen ser destacados. Por un lado, Bonarini propone
medidas especificas de la aplicacion para definir la funcion de adaptacion. Por otro, ELF
devuelve varias BRLs distintas como salida del proceso de aprendizaje. Este hecho se debe
a que cada vez que el rendimiento del sistema es superior a un valor "satisfactorio” definido
por el disenador, se almacenala BRL actual y se efectiian modificaciones sobre la poblacion
actual con objeto de obtener una solucién mejor.

2.4.3 Sistemas Basados en Reglas Difusas Evolutivos para el Apren-
dizaje de la Base de Conocimiento

Para finalizar, presentaremos tres SBRDEs distintos pertenecientes a la ultima de las fa-
milias existentes. Fn primer lugar, describiremos el funcionamiento del método propuesto
por Lee y Takagi en [LT93a, LT93b], que permite obtener una base de reglas difusas
completa para un SBRD de tipo TSK. Posteriormente, nos centraremos en dos SBRDEs
presentados por Magdalena y Velasco en [MV96, VM95a, VM95b], los cuales llevan a
cabo las tareas de diseno necesarias para obtener la BC y la BRD de un SBRD de tipo
Mamdani con naturaleza descriptiva y aproximativa, siguiendo respectivamente el enfoque
Pittsburgh y el Michigan.

2.4.3.1 El método evolutivo de Lee y Takagi para el aprendizaje de la Base
de Conocimiento de un Sistema Basado en Reglas Difusas de tipo

TSK

En [LT93a, LT93b], Lee y Takagi introducen un método evolutivo de diseno que permite
aprender automaticamente una BC completa para un SBRD de tipo TSK. De este modo, la
definicién de los consecuentes de las reglas consiste en el aprendizaje de los parametros p;
que se emplean para combinar linealmente los valores de entrada para obtener las salidas.
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Las funciones de pertenencia consideradas en los antecedentes de las reglas son trian-
gulares aunque los autores indican que el método puede trabajar con cualquier tipo de
funcion de pertenencia parametrizada, tales como las gausianas, acampanadas, trapezoi-
dales o sigmoidales.

Se supone una particion difusa del espacio de entrada. Cada funcion de pertenencia
triangular de los conjuntos difusos primarios asociados a los distintos términos lingtuisticos
se representa mediante tres parametros. El primero es el punto central, es decir, el punto
modal. Unicamente el centro del triangulo asociado al primer conjunto difuso primario
viene especificado por una posicién absoluta, mientras que los parametros asociados a los
demas representan la distancia existente entre el punto central del triangulo actual y el del
anterior. Los dos parametros restantes representan respectivamente los puntos derecho e
izquierdo de la base del triangulo. Ambos presentan grado de pertenencia 0.

El AG empleado esta basado en una codificacion binaria. Las funciones de pertenencia
se codificadan agregando los valores binarios de los tres parametros asociados en una
subcadena binaria. Para codificar cada parametro se usan ocho bits. La BD completa es
codificada agregando las codificaciones parciales de las funciones de pertenencia asociadas
a cada uno de los conjuntos difusos primarios de las variables de entrada una detras de otra.
La ultima parte del cromosoma se construye codificando los parametros p; asociados a cada
combinacién de los valores de entrada y uniéndolos en una nueva subcadena binaria. Estos
valores son también codificados empleando ocho bits. De este modo, cada cromosoma
representa una BC TSK completa. El numero de reglas que forman parte de la misma
dependera del nimero de conjuntos difusos primarios asociados a cada una de las variables
de entrada y serd igual al producto de éstos. La codificacion empleada permite decidir
el nimero optimo de reglas difusas que formaran la base del siguiente modo: aquellos
términos linguisticos para los cuales el punto central de la funcién de pertenencia asociada
cae fuera de un limite concreto, obtenido a partir del conocimiento que se posee sobre el
sistema, provocan que la regla en cuestién no forme parte de la base. Asi, todas las reglas
cuyo antecedente sea una combinacion de los valores de entrada validos codificados en
la primera parte del cromosoma formaran parte de la base de reglas difusas del sistema.
Tomemos como ejemplo un cromosoma que codifique la BC de un sistema con dos variables
de entrada que posean asociadas respectivamente m y n etiquetas linguisticas validas. El
numero total de reglas que puede poseer la base de reglas difusas que codifica es m - n.

Para el caso del problema de control propuesto, el problema del Péndulo Invertido,
la funciéon de adaptacion se basa en optimizar dos criterios distintos. Por un lado, una
medida especifica de la aplicacion (concretamente, en el ejemplo propuesto se emplea una
medida de la convergencia del sistema y el SBRD TSK se ejecuta desde varios estados
iniciales distintos). Por otro, los cromosomas que codifican BCs TSK con un gran nimero
de reglas son penalizados para obtener otros con menos reglas.

Por ultimo, es muy importante destacar el hecho de que los autores proponen dos
modos distintos de incorporar el conocimiento previo que se posee sobre el sistema al
SBRDE presentado, con objeto de mejorar su comportamiento. Por un lado, es posible
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incorporar conocimiento mediante las configuraciones iniciales de los parametros de la
BC TSK. Este conocimiento se emplea para generar la poblaciéon inicial del AG. De este
modo, los individuos que la constituyen no son generados aleatoriamente sino que algunos
de ellos son obtenidos mediante una equiparticion de los espacios de entrada empleando un
numero distinto de términos lingtisticos. Este conocimiento puede ser empleado también
para fijar inicialmente valores apropiados para los parametros p; de los consecuentes de
las reglas.

Por otro lado, el conocimiento previo puede ser incorporado mediante una represen-
tacion estructural de las BCs. Por ejemplo, en un problema que presente una naturaleza
simétrica como el del control del Péndulo Invertido, el SBRD puede ser restringido con
objeto de particionar de una forma simétrica el espacio de entrada alrededor del origen.
Esto reducird el tamano del espacio de busqueda puesto que el numero de funciones de
pertenencia se reduce a la mitad.

2.4.3.2  El método evolutivo de Magdalena y Velasco para el aprendizaje de
la Base de Conocimiento de un Sistema Basado en Reglas Difusas
descriptivo de tipo Mamdani

En [MV96, VM95a, VM95b]|, Magdalena y Velasco presentan un SBRDE basado en el
enfoque Pittsburgh para generar la definicion completa de la BC de un SBRD descriptivo
de tipo Mamdani con multiples entradas y salidas.

El sistema esta basado en un AG en el que cada cromosoma codifica una definicién
distinta de la BD y la BRL del SBRD. El método permite el manejo de hasta tres tipos
de informacion diferentes en la definicion de la BD: el conjunto de parametros asociado,
la forma de las funciones de pertenencia y los intervalos de normalizacion:

1. El conjunto de pardmetros define el nimero de variables de entrada (N) y de salida
(M) del sistema, asi como el nimero de términos lingiiisticos asociado a cada una de
ellas. Se codifican en una subcadena formada por dos vectores de nimeros reales, m
y 11, en la que el valor contenido en cada posicion representa el nimero de términos
asociado a la variable correspondiente de entrada, en el caso del vector m, o de
salida, en el caso de 7.

2. Las funciones de pertenencia consideradas son trapezoidales y estan definidas en
el intervalo [—1, 1], por lo que la codificacién de las mismas se realiza mediante la
representacion en forma de tupla con cuatro valores definidos en dicho intervalo. De
este modo, la forma de las funciones de pertenencia se codifica en un vector real de
dimension 4 - L, donde L = L, + L. es el numero total de etiquetas existentes en la
BD y L,, L. son el nimero de etiquetas asociadas a las variables de entrada y de
salida, respectivamente.

3. Finalmente, los intervalos de normalizacion o factores de escala son los encargados
de transformar el intervalo genérico de definicién [—1,1] al intervalo [V, Vmaz]
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asociado a cada variable concreta. Se codifican en un vector real de dimension

2. (N + M).

En lo que respecta a la definicién de la BRL, incluye unicamente la especificacion de
las reglas difusas que forman parte de la base. Estas reglas presentan una estructura un
poco mas general que la introducida en el capitulo 1, ya que permiten que una variable
tome como valor distintas etiquetas linguisticas conectadas mediante el operador o. Para
representar este nuevo tipo de reglas difusas, se emplea una codificacién basada en dos
subcadenas binarias: una de longitud L, para especificar el antecedente de la regla y otra
de longitud L. para el consecuente. La presencia del valor 1 en una posicion concreta
de cualquiera de las dos subcadenas indica que la variable en cuestion toma el término
codificado en esa posicion como valor. Finalmente, la definiciéon completa de la BRL se
codifica mediante un cadena binaria de longitud variable formada por la concatenaciéon de
un nimero maximo L, de subcadenas del tipo de las anteriores. Gracias a esta represen-
tacion, el SBRDE presenta la capacidad de aprender el niumero 6ptimo de reglas en la

BRL.

A la vista del esquema de representacion introducido hasta el momento, observamos
que, finalmente, el cromosoma esta formado por dos partes basadas cada una de ellas en
un esquema de codificacion distinto. La parte asociada a la definicion de la BD emplea
una codificacion real, mientras que la asociada a la BRL maneja una binaria. Los autores
destacan el hecho de que la modularidad existente en el esquema de representacion provoca
que el SBRDE presente la versatilidad de permitir adaptar la parte que se desee dentro
del cédigo genético. Asi, aunque en principio el SBRDE estd encuadrado dentro de la
tercera familia, puede ser empleado como un proceso evolutivo de disenio de la primera
familia, en el caso en el que el genoma codifique tnicamente todos o alguno de los tipos
de informacion asociados a la definicion de la BD, o de la segunda familia, cuando éste
solo incluya la definicién de la BRL.

En lo que respecta a los operadores evolutivos, el SBRDE propuesto emplea los si-
guientes:

o Seleccion: El operador de seleccion es especifico y trabaja a dos niveles. En primer
lugar, copia directamente un grupo de miembros de la poblacién actual a la nueva.
Este grupo, denominado élite de la poblacion, esta formado por un conjunto de los
individuos mejor adaptados de la misma, conjunto que puede estar constituido por
un numero fijo de individuos, un porcentaje del tamano de la poblaciéon o por todos
aquellos que superen un determinado umbral en su valor de adaptacién.

En segundo lugar, se aplica una version modificada del muestreo universal estocasti-
co sobre la poblacion completa, en la que los individuos de mayor adaptacion tienen
asociada una probabilidad mayor de ser copiados una tnica vez en la nueva pobla-
cion. Esta redefinicion del operador cldsico permite mantener un nivel adecuado de
diversidad en la poblacion.
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o Cruce: El cruce se efectia independientemente en las dos partes que componen el
cromosoma. FEn primer lugar, se aplica un cruce en un punto sobre la parte que
define la BRL. Puesto que ésta presenta longitud variable, el punto de corte se
genera aleatoriamente en ambos padres. Posteriormente, el proceso de cruce de la
parte asociada a la BD considera qué reglas han cambiado de cromosoma al efectuar
el cruce sobre la BRL y trabaja en consecuencia para obtener dos descendientes con
la mejor forma posible.

o Mutacion: Al igual que el operador de cruce, el de mutacion se aplica de un modo
independiente sobre las dos partes del cromosoma. Sobre la parte de reglas se aplica
el operador de mutacién clasico, el cual cambia el valor del bit mutado al otro
valor posible en el alfabeto binario. En cambio, sobre la parte de la BD se aplican
operadores de mutacién adecuados para la codificacion real empleada.

o Reordenacion de reglas: Aunque la ordenacion de las reglas en el cromosoma no
afecta al comportamiento del SBRD codificado, ya que el operador también es con-
mutativo y asociativo, esta ordenacion puede sesgar el comportamiento del operador
de cruce. Debido a esta razon, los autores proponen un operador de reordenacién
de reglas que se aplica a cada descendiente del cruce con una probabilidad definida
a la entrada del proceso. El operador se basa en generar aleatoriamente un punto
de cambio dentro de la parte de reglas del cromosoma, e intercambiar la posicion de
los dos trozos de cromosoma que inicialmente estaban situados a la derecha y a la
izquierda de dicho punto.

Finalmente, la funcion de adaptacion esta basada en una medida del rendimiento del
SBRD codificado en el cromosoma al ser aplicado al problema que esta siendo resuelto.

2.4.3.3 El método evolutivo de Magdalena y Velasco para el aprendizaje de
Bases de Reglas Difusas aproximativas de tipo Mamdani

El segundo de los SBRDEs introducido en [MV96, VM95a, VM95b] estd basado en el
enfoque Michigan, trabaja con reglas difusas aproximativas de tipo Mamdani, y presenta
una estructura y un funcionamiento muy similares a los Sistemas Clasificadores clasicos.
Este SBRDE esta formado por los siguientes componentes:

1. Un Modulo de Observacion, encargado de recibir y generar las entradas para el
sistema.

2. Una BRD global compuesta por varias BRDs parciales, formadas por reglas apro-
ximativas de tipo Mamdani que manejan funciones de pertenencia trapezoidales y
presentan un peso asociado, cada una de ellas preparada para actuar en un ma-
croestado del mundo real. Esta descomposicion facilita el proceso de aprendizaje,
al trabajar en distintos subespacios de bisqueda de dimensiones pequenas en lugar
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de en uno mas general y de mayor dimensién. Los autores indican que la generacion
inicial de estas BRDs parciales puede ser llevada a cabo de un modo aleatorio, a
partir de expertos o empleando algin tipo de algoritmo de aprendizaje.

3. Un Sistema de Inferencia Difuso, el cual realiza el proceso de razonamiento difuso
empleando reglas difusas aproximativas con un peso asociado.

4. Un Interfaz de Defuzzificacion, que aplica el Centro de Gravedad después de pon-
derar los consecuentes obtenidos de cada regla individual por el peso de la regla, su
grado de emparejamiento y el valor de activacion de la BRD parcial a la que pertene-
ce (grado de pertenencia del estado actual del sistema al macroestado representado
por la BRD parcial correspondiente).

5. Un Modulo de Aprendizaje Adaptativo, que altera el peso asociado a las reglas difusas
existentes en la BRD de acuerdo al hecho de que éstas intervengan o no en la accién
devuelta por el sistema

6. Un AG, encargado de crear nuevas reglas difusas.

El AG propuesto presenta la caracteristica de no ser ejecutado en cada iteraciéon del
proceso global, sino cada cierto intervalo de tiempo, cuando una BRD ha sido utilizada
una serie de veces. Estd basado en un mecanismo de seleccion aleatorio segun el peso de
las reglas (a mayor peso, mayor probabilidad de seleccién), un operador de cruce uniforme
y dos operadores de mutacién distintos: uno suave, que cambia la forma del conjunto
difuso, y otro fuerte, que altera el término en si. Emplea ademaés un operador de insercion
que anade las nuevas reglas difusas generadas al Limbo, una zona especial en la que el
funcionamiento de éstas es evaluado sin afectar a la salida proporcionada por el SBRD
antes de ser insertadas en la BRD global.

La funcién de adaptacion empleada por el AG se encarga de medir la bondad de las
reglas individuales existentes en la poblacién genética. Para ello, se basa en dos criterios,
una medida del comportamiento global del sistema, que se estudia con respecto a los ulti-
mos n casos, y otra de la influencia parcial de la regla concreta en dicho comportamiento.

Asi, cada cierto tiempo, el AG genera nuevas reglas difusas y las introduce en el Limbo,
al mismo tiempo que algunas de las reglas existentes en el Limbo pasan a formar parte
de la BRD global del sistema. Tanto el propio Limbo como las reglas difusas contenidas
en él tienen asociados una serie de parametros que determinan el destino final de cada
regla. Las reglas que no demuestran un buen comportamiento durante su estancia en
el Limbo, acaban siendo eliminadas. En cambio, las que si lo acaban presentando, son
insertadas en la BRD parcial correspondiente, siempre que lo permita un mecanismo de
filtrado encargado de evitar un nimero excesivo de copias de las mismas reglas en ésta.

El Moédulo de Aprendizaje Adaptativo, en cambio, si actia en todas las iteraciones
del SBRDE global. Su funcion es la de incrementar o decrementar el peso asociado a las
reglas difusas existentes tanto en la BRD como en el Limbo de acuerdo al comportamiento
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que presenten. Este peso es incrementado cuando la regla presenta un valor positivo en
la funcién de adaptacion y decrementado, en caso contrario.
b

Finalmente, destacaremos que el AG permite la generacion de reglas a partir de ejem-
plos. Esto facilita la obtencion de una BRD inicial capaz de llevar a cabo el control de
procesos en tiempo real partiendo de una definicién aleatoria de la misma, y permite el
refinamiento de ésta mediante un proceso de adaptacién en linea a partir de ese momento.
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Capitulo 3

Una Metodologia para el Diseno
Automatico de Sistemas Basados en
Reglas Difusas Mediante Algoritmos
Evolutivos

Como ya hemos senialado anteriormente a lo largo de esta memoria, la segunda tarea
que es necesario llevar a cabo para disenar un SBRD, la obtenciéon de la base de reglas
difusas, no es facil de efectuar cuando no se dispone de suficiente conocimiento experto.
En los ultimos anos, se han desarrollado una gran cantidad de métodos de aprendizaje
automatico que tratan de resolver el problema haciendo uso de la informacién numérica
disponible y de las técnicas mas variadas. Gran parte de estos procesos presentan una
serie de inconvenientes tales como el hecho de que no aprovechan la informacién experta
disponible o que solamente permiten el diseno de un tipo concreto de SBRD.

Debido a estas razones, parece adecuado el desarrollo de una metodologia mas general
que permita la generacién automatica de la base de reglas difusas en el caso en el que
éstas no puedan ser obtenidas directamente a partir de la informacion experta existente.
Esta metodologia debe posibilitar la creacion de procesos de aprendizaje automatico que
permitan disenar SBRDs de todos los tipos existentes y que aprovechen la informacién
experta disponible para mejorar la definicion de la base de reglas difusas. Ademas, debe
establecer una estructura genérica y una serie de recomendaciones de diseno que sean, a la
vez, lo suficientemente flexibles como para que sea sencillo el construir procesos concretos
de aprendizaje a partir de estas guias y lo suficientemente robustas como para que dichos
procesos permitan el diseno de SBRDs con el mejor comportamiento posible.

El objetivo del tercer capitulo de esta memoria es el de presentar una metodologia
de este tipo basada en AEs. En él, vamos a sentar las bases de dicho modelo evolutivo
de aprendizaje, que tendra en cuenta las caracteristicas principales de los dos elementos
considerados en el proceso de diseno (el sistema a disenar, el SBRD, y la técnica con-
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siderada para llevar a cabo dicho disefio, el AE) para resolver del modo mas adecuado
el problema principal que se presenta al combinar ambos en un SBRDE, el problema de
cooperacién-competicion (PCC), y para refinar las definiciones de las bases de reglas di-
fusas obtenidas. Con este objeto, en el paradigma evolutivo de aprendizaje presentado se
tendran en cuenta las siguientes caracteristicas de cada sistema:

e Por parte del SBRD, se tendran en cuenta las propiedades mas importantes asociadas
a las bases de reglas difusas, presentadas en el capitulo 1, las cuales aseguran el buen
comportamiento del sistema.

e En lo que respecta al AE, en la metodologia se tomara como base el enfoque de
Aprendizaje Iterativo de Reglas (AIR), estudiado en el capitulo 2, y se introduciran
una serie de mejoras para resolver mejor el PCC. Entre dichas mejoras podemos
destacar: el llevar a cabo las dos tareas posibles, simplificacién y refinamiento de
reglas, en la fase de postprocesamiento, dividiendo ésta en dos etapas; el tratar de
afrontar parte de la cooperacion entre reglas difusas en la primera fase del aprendi-
zaje y el disenar de un modo mas adecuado los componentes de los AEs empleados
en las distintas etapas del SBRDE.

Asi, integrando los aspectos comentados con otros particulares que introduciremos a lo
largo del capitulo actual, los SBRDEs que se construyan a partir de la metodologia evolu-
tiva de aprendizaje refinaran el proceso de diseno y permitiran generar buenas definiciones
para la base de reglas difusas del SBRD, independientemente del tipo de éste.

La estructura de este capitulo es la que comentamos a continuacion. En primer lugar
analizaremos los aspectos basicos del modelo evolutivo de aprendizaje. Posteriormente,
dedicaremos una seccién a describir los aspectos generales asociados a cada uno de los tres
procesos individuales que componen los SBRDEs construidos a partir de la metodologia
propuesta. Finalmente, efectuaremos un pequeno analisis de los distintos parametros que
manejan estos SBRDEs en varias etapas, estudiando la influencia de los mismos en la
composicion final de la base de reglas difusas aprendida.

3.1 Aspectos Basicos de la Metodologia Evolutiva de
Aprendizaje

En esta seccion introduciremos las bases que rigen el paradigma evolutivo de aprendiza-
je de bases de reglas difusas propuesto, analizando en profundidad los siguientes aspectos:

e Propiedades exigidas a la base de reglas difusas aprendida.
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e Mecanismos para resolver adecuadamente el PCC.

o Estructura de los SBRDEs en varias etapas construidos segun la metodologia pre-
sentada.

e Manejo de la informacion disponible para el disenio de la base de reglas difusas.

3.1.1 Propiedades Exigidas a la Base de Reglas Difusas Aprendi-
da

Como comentabamos en la secciéon 1.4 del primer capitulo, la base de reglas difusas de
un SBRD debe verificar una serie de propiedades para que dicho sistema presente un
rendimiento adecuado. Disenaremos nuestro proceso evolutivo de aprendizaje exigiendo
que la base de reglas difusas obtenida satisfaga dos de ellas, la completitud y la consisten-
cta. Consideraremos la verificacion de estas propiedades en funcion del comportamiento
de la base de reglas difusas sobre el conjunto de ejemplos de entrenamiento del que se
dispone, F,, el cual sera empleado para realizar el proceso de aprendizaje automatico y
estard compuesto por p vectores numéricos de valores de entrada-salida que presentaran
la estructura siguiente:

(o I _
e = (exy,...,ex, ey’) , [=1,..,p

Analizamos a continuacién la forma en que se exigira la satisfaccién de ambas propie-

dades:

1. Completitud de la base de reglas difusas: Como ya hemos comentado en esta me-
moria, la propiedad de completitud se refiere al hecho de que un SBRD debe ser
capaz de proporcionar una salida ante cualquier entrada que reciba. Esta propiedad
es independiente del valor concreto de dicha salida, simplemente considera que ésta
no sea vacia. Puesto que en aprendizaje inductivo, es interesante considerar no sélo
este ultimo hecho, sino también que la salida proporcionada por el sistema ante una
entrada sea lo mas parecida posible a la salida real, la cual se conoce, vamos a mo-
dificar la propiedad de completitud para que considere este hecho. De este modo,
consideraremos que una base de reglas difusas es completa cuando cubra todos los
ejemplos del conjunto de entrenamiento.

Para incorporar dicha propiedad en los SBRDEs construidos a partir del modelo
evolutivo propuesto, emplearemos una formulacion matematica, basada en el uso de
un parametro real 7 € (0,1] [HLV97b]. Sea una base de reglas difusas R formada
por T reglas difusas de tipo Mamdani, R;, con la estructura

Ri: SiXyesAqy ... y X, es A;, entonces Yes B;,
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donde X; e Y son variables de entrada y salida respectivamente, y los A;; y B; son
bien etiquetas lingiiisticas o bien directamente conjuntos difusos (reglas descriptivas
y aproximativas, respectivamente). Definiremos el grado de compatibilidad entre la
regla R; y el ejemplo ¢; € E, de la forma:

Ri(er) = #(Ai(ex'), Bi(ey'))
Ai(ex!) = x(Au(exy),..., Am(ex,))

donde * es una t-norma. Consideraremos que la base de reglas difusas R es 7-
completa cuando se verifique que

U Ri(e)>7 , I=1,..,p

i=1..T

Por otro lado, definiremos también el grado de cubrimiento GCg(-) de la base de
reglas difusas R sobre un ejemplo ¢; € E, de la forma [HLV97h]:

GCR(GZ) = Z Ri(el)

y exigiremos que dicho valor sea superior al de un parametro € en todos los ejemplos
del conjunto de entrenamiento:

GCrle) >€, 1=1,..,p.

De este modo, consideraremos que la base de reglas difusas R es adecuada cuando
satisfaga las dos condiciones presentadas, es decir, cuando verifique la propiedad de
T-completitud y presente un buen grado de cubrimiento. Los valores de los parame-
tros 7 y ¢ pueden ser especificados por el disenador del sistema e influiran en la
composicion de la base de reglas difusas obtenida, como comentaremos en la seccion

3.5.

. Consistencia de la base de reglas difusas: Ya hemos indicado que es necesario relajar

esta propiedad para trasladarla al campo de las bases de reglas difusas y que existen
distintas formas para hacerlo. En nuestro caso, llevaremos a cabo esta relajacién
mediante los conceptos de ejemplo positivo y negativo [GP97, HLVI7b]. Un ejemplo
es considerado positivo para una regla difusa cuando se empareja con el antecedente
y el consecuente de ésta. En cambio, sera considerado negativo para la regla cuando
se empareje con su antecedente y no con su consecuente. En principio, una regla
difusa sera inconsistente cuando presente ejemplos negativos.

Sin embargo, podria ser ildgico considerar inconsistente una regla que presentase
un numero bajo de ejemplos negativos y uno muy alto de ejemplos positivos. Para
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evitar este hecho, en [GP97] se introduce la definicion de k-consistencia, que relaja el
concepto de consistencia haciendo uso de los cardinales de los conjuntos de ejemplos
positivos y negativos de una regla difusa. Sean

E+(RZ) = {61 - Ep/Ri(el) > 0} y E_(RZ) = {61 - Ep/Ri(el) =0 y Ai(e:z:l) > 0}

los conjuntos de ejemplos positivos y negativos de la regla R;, respectivamente, y
nf = |ET(R)| y np, = |E~(R;)] los cardinales de ambos. Dado un parametro
k € [0,1], se dice que la regla R; es k-consistente cuando presenta un nimero de
ejemplos negativos menor o igual que un porcentaje 100 - £ del numero de ejemplos
positivos, es decir:

R; es k-consistente sii np. < k- nf;

De este modo, la forma de incorporar la verificacién de esta propiedad en la me-
todologia propuesta se basara en potenciar la generacién de reglas k-consistentes.
Aquellas reglas que no verifiquen esta propiedad para un valor concreto de k, espe-
cificado por el disenador del proceso, seran penalizadas duramente y tendran muy
pocas posibilidades de formar parte de la base de reglas difusas final.

3.1.2 Mecanismos para Resolver Adecuadamente el Problema de
Cooperacion-Competicion

Como indicdbamos en la Introduccién de este capitulo, la metodologia evolutiva de apren-
dizaje presentada esta basada en el enfoque AIR, por lo que los procesos evolutivos de
aprendizaje construidos a partir de la misma serdan capaces de resolver directamente el
PCC de una forma adecuada. Los SBRDEs en varias etapas basados en el enfoque AIR se
caracterizan por resolver el PCC en al menos dos fases, en las que predominan respectiva-
mente la competicion y la cooperacion entre reglas. El proceso evolutivo de generacion de
reglas difusas que compone la primera fase trabaja fomentando la competicion entre dichas
reglas mediante la creacién de nichos en el espacio de busqueda, con el fin de obtener un
conjunto formado por las mejores reglas difusas posibles que representen el conocimiento
contenido en el conjunto de entrenamiento. En cambio, el propdsito de la segunda fase es
el obtener la mejor base de reglas difusas y se lleva a cabo buscando el mejor nivel de co-
operacién posible entre las reglas generadas en la primera etapa. Dependiendo del SBRDE
en varias etapas, esta operacion se lleva a cabo refinando o simplificando el conjunto de
reglas previo. Como puede observarse, trabajando de este modo se reduce enormemente
el tamano del espacio de bisqueda, lo que permite disenar SBRDs con mejor rendimiento.

En la metodologia propuesta se extiende la forma de trabajo habitual de los procesos
evolutivos de aprendizaje en varias etapas basados en el enfoque AIR existentes hasta
el momento [GP97, HLV97b, Ven92], teniendo en cuenta una serie de criterios de diseno
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agrupados en varios bloques segin la etapa del SBRDE en la que se consideren. Presen-
taremos estos criterios en las siguientes secciones.

3.1.2.1 Aspectos de diseno asociados al proceso de generacion de reglas di-
fusas

Nuestro modelo evolutivo de aprendizaje se basa en una serie de aspectos novedosos que
pueden ser incorporados en la primera etapa del aprendizaje con objeto de mejorar el
comportamiento de los SBRDEs construidos a partir del mismo:

e Se permite que el proceso de generacion se construya empleando distintos tipos de
algoritmos y no solo a partir de un AG como se hacia en los diferentes procesos
evolutivos de aprendizaje basados en el enfoque AIR existentes [GP97, HLV9Th,
Ven92]. Es posible emplear un algoritmo inductivo o una EE en lugar del habitual AG
manteniendo en cualquier caso el mecanismo basico de accién seguido por la primera
etapa de este tipo de procesos. El método genera la mejor regla difusa con respecto
al estado actual del conjunto de entrenamiento, la almacena en la base de reglas
difusas resultante y la penaliza para iteraciones posteriores eliminando los ejemplos
ya cubiertos por la base obtenida hasta el momento. La unica diferencia radica en
la duracion del proceso de generacién, que es menor en el caso de implementar la
primera fase del aprendizaje por medio de una EE en lugar de por medio de un AG,
y muy inferior en el caso de considerar un algoritmo inductivo.

e La forma de trabajo habitual empleada por los SBRDFEs basados en el enfoque AIR,
presentados hasta el momento en la literatura especializada [GP97, HLV97b], no
considera la cooperacién entre las reglas difusas obtenidas en la primera etapa. Di-
chas reglas van siendo generadas sin tener en cuenta cémo cooperaran con las ya
existentes en la base. De este modo, las reglas nuevas pueden interactuar insufi-
ciente o excesivamente con las generadas anteriormente, provocando que el SBRD
obtenido presente un mal rendimiento. Esta caracteristica puede ser considerada con
el propédsito de mejorar el comportamiento de los SBRDEs construidos a partir del
modelo evolutivo de aprendizaje propuesto. Asi, cuando planteemos la construccién
de procesos evolutivos de diseno de SBRDs aproximativos de tipo Mamdani o de
SBRDs de tipo TSK, consideraremos el empleo de algiin tipo de técnica que permita
afrontar parte del problema de cooperacién en la primera etapa del aprendizaje.

En el primero de los casos, pondremos dicha técnica en practica haciendo uso de
un criterio de nichos basado en el esquema de comparticion fenotipico que permite
generar la mejor regla difusa en cada iteracion teniendo en cuenta tanto la bondad de
dicha regla como lo bien que coopera con las anteriormente generadas. En el segundo
caso, en cambio, lo que emplearemos serd una funcién de adaptacién basada en una
medida local de error, la cual potenciara la generacion de reglas difusas TSK que
se ajusten mejor a aquellos ejemplos que caen en su radio directo de influencia, es
decir, aquellos que se emparejan en mayor grado con sus antecedentes. Este modo de
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generacion permitira que las reglas difusas TSK que estan siendo generadas cooperen
mejor con las demas reglas de la base para proporcionar una salida en aquellos
ejemplos que se emparejan con sus antecedentes en un grado menor.

3.1.2.2  Aspectos de diseno asociados al proceso de postprocesamiento

La tarea de la segunda etapa considerada habitualmente en los SBRDEs basados en el
enfoque AIR es la de obtener la definicién final de la base de reglas difusas mediante
la eliminacién de las reglas innecesarias o el refinamiento de las reglas obtenidas en la
primera fase. Con objeto de mejorar el comportamiento de los SBRDs disenados, en
nuestra metodologia evolutiva se propone llevar a cabo ambas tareas: la simplificacion de
la base de reglas difusas obtenida en la primera fase y el refinamiento de dichas reglas
mediante el ajuste de las funciones de pertenencia que emplean.

Para facilitar la puesta en préactica de ambas tareas, dividimos el proceso de postpro-
cesamiento en dos etapas distintas: el proceso evolutivo de simplificacion o seleccion y el
proceso evolutivo de ajuste, tal y como se hacia en el SBRDE en varias etapas presentado
en [HLV97b]. De este modo, el PCC es nuevamente descompuesto en subproblemas mas
pequenos para afrontar su resolucion de un modo més adecuado. El proceso de simpli-
ficacion se encarga de seleccionar el subconjunto de reglas difusas que presenta el mejor
nivel de cooperacion de entre las generadas en la fase anterior, pero no altera la definicién
de las funciones de pertenencia empleadas en éstas, por lo que trabaja sobre un espacio de
busqueda de menor dimensién. Posteriormente, el proceso de ajuste refina esta definicién
pero trabajando unicamente bien sobre las reglas difusas obtenidas como salida del pro-
ceso anterior, o bien sobre las particiones difusas iniciales por lo que, de nuevo, se reduce
el tamano del espacio de busqueda.

Ademas, en el modelo evolutivo de aprendizaje presentado en este capitulo, se con-
sideran una serie de aspectos de diseno adicionales para mejorar la estructura de ambos
procesos:

e El método que constituye la segunda fase del SBRDE en varias etapas presenta dos
caracteristicas muy importantes. Por un lado, esta constituido por un AE basado
en el enfoque Pittsburgh, el cual recordemos era el enfoque que mejor resolvia el
PCC pero presentaba el inconveniente de tener que manejar un espacio de bisqueda
muy amplio. Este inconveniente queda resuelto al particionar el problema de diseno
en tres etapas, por lo que el proceso de simplificacién trabaja unicamente sobre
las reglas generadas en la primera fase y no altera la definicién de las funciones de
pertenencia. De este modo, aprovecha al maximo la potencialidad que presenta el
enfoque Pittsburgh en la resolucion del PCC manejando un espacio de busqueda de
tamano reducido.

Por otro lado, el proceso provoca la aparicion de nichos en el espacio de bisqueda, en
yelp p p p q )

este caso mediante un enfoque genotipico, lo que permite generar varias soluciones al

problema, es decir, distintas bases de reglas difusas formadas por las combinaciones
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de las reglas obtenidas en la primera fase que mejor comportamiento presentan. Por
esta razon, nos referiremos a ¢l con el nombre de proceso de multisimplificacion.

e El tercer proceso estara también constituido por un AE que manejara de nuevo un
espacio de busqueda mas reducido al tener que trabajar unicamente con las funciones
de pertenencia y no con la estructura de las reglas que componen la base de reglas
difusas.

Asi, el proceso evolutivo de ajuste se aplicara a las distintas bases de reglas difusas
obtenidas como salida del proceso evolutivo de multisimplificacion, y la mejor adap-
tada serd la proporcionada como salida del proceso global de aprendizaje. De este
modo, una base de reglas difusas que no presente el mejor comportamiento después
del segundo proceso puede convertirse en la de mejor rendimiento después de la
aplicacion del tercero debido a que las nuevas funciones de pertenencia den lugar a
que las reglas difusas cooperen de un modo méas adecuado.

3.1.2.3 Aspectos de diseno asociados a la composicion de los Algoritmos
Evolutivos considerados

Por ultimo, en la metodologia presentada se tiene también en cuenta la importancia de
otros factores asociados al disenio de los AEs empleados en cada etapa de los SBRDEs
construidos para facilitar la resolucion del PCC mediante la realizacién de una bisqueda
adecuada sobre el espacio de soluciones posibles. FEn la seccion 2.3.4 del capitulo anterior
presentamos los cinco aspectos claves en el diseio de SBRDEs que permitian la resoluciéon
del PCC de una forma adecuada independientemente del esquema evolutivo de aprendizaje
empleado. A continuacion, indicaremos el tratamiento de estos factores en el modelo
evolutivo de aprendizaje propuesto:

1. FEleccion del esquema de representacion: El esquema de codificacion a emplear de-
penderd de la etapa en la que actie el AE y del tipo de informaciéon que se represente
en el individuo. Principalmente, el mas habitual serd el esquema de codificacion re-
al, puesto que los parametros que definen las funciones de pertenencia son valores
reales, lo que provoca que dicha representacion sea la mds natural para codificar
ese tipo de informacion. Cuando lo que se desee codificar en el individuo sean las
etiquetas que componen una regla linguistica, en la metodologia propuesta se su-
giere el empleo del esquema de codificacion k-ario, en el que se consideran tantos
simbolos posibles en el alfabeto como etiquetas pueda tomar como valor una variable
concreta.

Con las dos especificaciones anteriores tenemos solucionado el problema de la re-
presentacion de las reglas difusas aproximativas y descriptivas de tipo Mamdani,
asi como de los antecedentes de las reglas difusas de tipo TSK. Faltaria por decidir
cual sera la codificacién a emplear en el caso de los parametros reales p; que definen
el consecuente de estas ultimas. En principio, podria parecer coherente emplear un
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esquema de codificacion real debido a la naturaleza de dichos valores, pero esta elec-
cion entrana un problema: en la mayoria de las ocasiones, los operadores evolutivos
empleados en el SBRDE necesitan conocer el intervalo en el que esta definida cada
componente del individuo, y los intervalos de definicién de los parametros existen-
tes en el consecuente de una regla difusa TSK son desconocidos. Para solventar
este problema, en nuestro modelo se propone el empleo de un esquema a medida
para representar dichos parametros, la codificacion angular, que presentaremos en
secciones posteriores.

Finalmente, el esquema escogido para el proceso de simplificacion sera el binario, ya
que la seleccion del subconjunto de reglas difusas con mejor nivel de cooperacion se
reduce a un problema de optimizacién; en concreto a un problema de programaciéon
lineal 0 — 1, por lo que dicho esquema resulta ser el mas adecuado.

Por otro lado, siempre se tendra en cuenta la maxima de “representar la mayor
cantidad de informacién en individuos que presenten el menor tamano posible”.
De este modo, se considerara la combinacion de los esquemas de representaciéon
anteriormente comentados en el caso en el que sea necesario representar distintos
componentes de la base de reglas difusas en los individuos de la poblacion genética.
Por ejemplo, cuando se desee codificar las etiquetas lingiiisticas que componen una
regla junto con los conjuntos difusos que definen su semantica, se hara uso de un
individuo formado por dos partes distintas: una basada en una codificacion entera
para representar la etiqueta asociada a cada variable y otra en un esquema real para
codificar la forma de las funciones de pertenencia.

2. Diseno de los operadores evolutivos: Como indicamos en el capitulo anterior, la
definicion de los operadores evolutivos a emplear depende del esquema de represen-
tacién considerado y debe ser efectuada de la mejor manera posible para obtener un
equilibrio adecuado entre la exploracion y la explotacién que el AE efectua sobre el
espacio de busqueda. Ante esta problematica, existian dos posibles alternativas de
diseno en el campo de los SBRDEs: emplear la representacion binaria y trabajar
con los operadores clasicos, o hacer uso de una representacion distinta y disenar
operadores especificos para la misma.

En nuestra metodologia, apostamos por esta ultima via puesto que, en nuestra
opinion, permite resolver de un modo mas correcto el PCC al poder trabajar con una
representacion mas adecuada de las soluciones al problema. De este modo, en cada
una de las fases que compondran los distintos SBRDEs en varias etapas construidos
a partir del modelo evolutivo se tendra en cuenta el esquema de representacion mas
adecuado, y se disenaran operadores capaces de trabajar con individuos que sigan
dicho esquema y de realizar una busqueda adecuada sobre el espacio de posibles
soluciones.

Asi, nuestro modelo se basa en el empleo de operadores evolutivos para codifica-
cion real que permitan obtener un equilibrio adecuado entre las propiedades de
exploracion y explotacion, como los operadores de cruce max-min-aritmético y de
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mutacion no uniforme propuestos en la seccion 2.1.1.3 del capitulo anterior, entre
otros. Ademads, se propone la inclusion de la EE — (1 + 1) como un operador mas
del AG, para potenciar la explotacion de las mejores soluciones obtenidas en cada
generacion. Este tipo de algoritmos hibridos, agrupados bajo el nombre de busque-
da local genética, han demostrado recientemente tener un buen comportamiento en
problemas de optimizaciéon combinatoria [Y196].

Finalmente, en nuestra metodologia se fomenta el empleo de distintos operadores evo-
lutivos que, combinados, potencien respectivamente la exploracion y la explotacién
en el caso de trabajar con individuos que codifican distintos tipos de informacion,
como ocurria en el ejemplo comentado en el punto anterior.

. Diseno de la funcion de adaptacion: La funcion de adaptaciéon es uno de los elemen-

tos mas importantes, ya que debe ser capaz de guiar adecuadamente la bisqueda
que lleva a cabo el AE por el espacio de soluciones. Debido a esta razon, en la me-
todologia propuesta se potenciara el que las funciones de adaptacion empleadas en
las distintas etapas de los SBRDEs construidos estén basadas en multiples criterios,
para que asi distingan adecuadamente entre buenas y malas soluciones.

Por lo tanto, la composicion de la funcion de adaptacion a emplear dependera tam-
bién de la etapa del SBRDE en la que se vaya a aplicar. En la primera etapa, se
trabajara con criterios frecuentistas de cubrimiento de los ejemplos existentes en
el conjunto de entrenamiento, que hagan que la base de reglas difusas generada fi-
nalmente verifique las propiedades comentadas en la seccion 3.1.1. En las etapas
restantes, se combinaran criterios de este tipo con medidas del error cometido por
el SBRD codificado sobre el conjunto de entrenamiento. Los primeros daran lugar a
que la base de reglas difusas mantenga la satisfaccién de las propiedades comentadas,
mientras que los segundos permitiran obtener el mejor nivel de cooperacién posible
entre las reglas difusas que las componen.

Cuando no sea posible trabajar con criterios frecuentistas, es decir, en los procesos
evolutivos de aprendizaje de bases de reglas difusas de tipo TSK, este tipo de criterios
sera sustituido por medidas de error. En estos casos, se consideraran distintos tipos
de medidas de error con objeto de mejorar la resolucion del PCC. Asi, la etapa
de generacion de reglas empleara medidas locales que evalien la bondad de las
reglas individuales mientras que las etapas posteriores emplearan de nuevo medidas
globales para evaluar el nivel de cooperacion de la BC TSK codificada en el individuo.
El empleo de medidas locales en la fase de generacion de reglas difusas permite
ademds afrontar parte del problema de cooperacion en dicha fase.

. Especificacion del modo en que se empleard el conocimiento disponible: Ya hemos

indicado que el conocimiento disponible a priori sobre el problema puede ser em-
pleado de muy diversas formas para mejorar el proceso de diseno del SBRD. En la
metodologia propuesta, se consideran dos formas distintas de emplear este conoci-
miento:
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o [ncorporacion de las definiciones parciales obtenidas a partir del conocimiento
experto disponible en el proceso evolutivo de aprendizaje: Debido a la impor-
tancia de este punto, lo comentaremos en profundidad en la seccion 3.1.4.

o Empleo del conocimiento disponible para la generacion de la poblacion inicial
de individuos que maneja el AE: En todos los casos en los que una etapa del
SBRDE sea implementada mediante un AFE, se hara uso de este conocimiento
para inicializar de una forma adecuada los individuos que componen la prime-
ra poblacién, lo que permite al AE converger mas rapidamente hacia buenas
soluciones.

En la primera etapa, la informaciéon numérica existente en el conjunto de entre-
namiento se empleara directamente para generar las reglas difusas que compon-
dran la poblacién inicial. En cambio, en las etapas restantes se hara uso de las
definiciones parciales obtenidas en las fases anteriores. Asi, las poblaciones ini-
ciales de los procesos de multisimplificacién y ajuste incluiran un individuo que
codifique al completo la base de reglas difusas obtenida en la fase anterior (o
las particiones difusas iniciales empleadas, en los procesos de ajuste de SBRDs
descriptivos), mientras que en este dltimo proceso, se consideraran también las
definiciones iniciales de las funciones de pertenencia para especificar los inter-
valos de variacion de cada gen, y se inicializaran aleatoriamente los restantes
individuos de la poblacién en dichos intervalos.

5. Definicion del esquema de formacion de nichos: Fn la metodologia evolutiva de
aprendizaje propuesta, se consideraran las dos posibilidades de empleo del esquema
de formacién de nichos para el diseno de SBRDs. Por un lado, ya hemos indicado
que se hara uso de un criterio basado en el esquema de comparticion fenotipico
para mejorar el proceso de obtencion de soluciones, es decir, para afrontar parte del
problema de la cooperacién entre reglas difusas en la primera etapa del aprendizaje.
Por otro lado, se empleara el otro esquema de comparticién existente, el genotipico,
para permitir la generacién de distintas definiciones de la base de reglas difusas.
Analizaremos mas detenidamente ambas propuestas en las secciones 3.2 y 3.3.

3.1.3 Estructura de los Sistemas Basados en Reglas Difusas Evo-
lutivos en Varias Etapas

A la vista de los conceptos introducidos en la seccién anterior, la estructura general de los
SBRDEs en varias etapas construidos a partir del modelo propuesto sera la siguiente:

1. Un proceso de generacion de reglas difusas que permita obtener un conjunto de
reglas difusas de cualquier tipo, que represente el conocimiento existente en el con-
junto de entrenamiento de un modo adecuado. En todos los casos, este proceso
estard formado por dos componentes: un método de generacion de reglas difusas,
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cuya composicion depende del tipo de SBRD considerado, y un método iterativo de
cubrimiento del conjunto de entrenamiento.

El primero de ellos esta constituido por un algoritmo inductivo o evolutivo, guiado
por una funcién de adaptacion basada, bien en una serie de criterios frecuentistas
de la bondad de las reglas, en el caso de SBRDs descriptivos de tipo Mamdani, y en
un criterio de nichos para fomentar la cooperacién entre las reglas generadas (este
ultimo en el caso de SBRDs aproximativos de tipo Mamdani), o bien en una medida
local de error que recoge en un solo criterio las dos tareas que lleva a cabo los dos
grupos de criterios anteriores, cuando el SBRD a disenar sea de tipo TSK.

El segundo método, el método iterativo de cubrimiento, es el encargado de poner en
practica el modo de trabajo habitual en la primera etapa de los procesos evolutivos
de aprendizaje basados en el enfoque AIR. Asi, este proceso penaliza las reglas obte-
nidas por el método de generaciéon considerando el cubrimiento que producen sobre
los ejemplos del conjunto de entrenamiento, y eliminando del mismo los ejemplos ya
cubiertos.

Un proceso genético de multisimplificacion para la seleccion de reglas, siempre que
sea necesario simplificar la base de reglas difusas obtenida en el proceso de gene-
racion. Este segundo proceso presenta menos flexibilidad a la hora de su puesta
en practica, ya que la necesidad de una representacion binaria para el problema de
seleccion de reglas obliga a que tenga que ser implementado mediante un AG. De
este modo, la metodologia se basa en el uso de un AG con codificacién binaria con
una funcién de comparticion genotipica y una funcion de adaptacion basada en dos
criterios, una medida de error que permita evaluar el rendimiento del SBRD que em-
plee la base de reglas difusas codificada en el cromosoma y un criterio que penalice
la no verificacién de la propiedad de completitud por parte de ésta.

Este proceso permite obtener varias definiciones de bases de reglas difusas formadas
por las distintas combinaciones de las reglas generadas en la fase anterior que mejor
nivel de cooperacion presenten.

Un proceso evolutivo de ajuste basado en cualquier tipo de AF y en una funcion de
adaptacion del tipo de la empleada en la fase anterior o que considere unicamente
una medida de error para evaluar el rendimiento del SBRD codificado en el cromo-
soma. Este tltimo proceso proporciona la definicion final de la base de reglas difusas
ajustando la definicion previa de la forma de las funciones de pertenencia empleadas
en las reglas manejadas en los dos procesos anteriores.

El tipo de ajuste a efectuar depende de la naturaleza de la base de reglas difusas
que maneje el SBRD diseniado. De este modo, cuando se trabaja con un SBRD
descriptivo de tipo Mamdani, el ajuste se lleva a cabo de un modo global sobre las
particiones difusas asociadas a cada variable lingtistica, mientras que en el caso de
los SBRDs aproximativos de tipo Mamdani, las funciones de pertenencia se ajustan
individualmente para cada regla. En cambio, en el caso de los SBRDs de tipo TSK,
la parte antecedente de las reglas se ajusta del mismo modo que en el caso de los
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SBRDs descriptivos, mientras que lo que se efectia sobre la parte consecuente es
un refinamiento de la definicién inicial de los parametros p; obtenida en las fases
anteriores.

La definicién de la base de reglas difusas que presente el mejor comportamiento tras
el ajuste, de entre todas las generadas en el segundo proceso, sera la que constituira la

salida final del SBRDE completo.

Como hemos indicado, aunque esta estructura genérica sera la que habitualmente pre-
senten los SBRDEs construidos a partir de la metodologia propuesta, existe la posibilidad
de que éstos estén constituidos unicamente por dos fases, un proceso de generacion de
reglas difusas y un proceso de ajuste de las funciones de pertenencia. FEsta estructura
alternativa se dara en aquellos casos en los que la base de reglas difusas obtenida en el
proceso de generacion no necesite ser simplificada debido a que dicho proceso, aun tra-
bajando a nivel de regla individual, haya sido capaz de obtener un nivel de cooperaciéon
adecuado entre las reglas que la componen. Esto provocara que el proceso de ajuste sea
empleado solamente para refinar la cooperaciéon entre las reglas generadas en la primera
fase, y que no se obtengan finalmente distintas definiciones de la base tras la ejecucion de
dicho proceso.

3.1.4 Manejo de la Informacion Disponible para el Diseno de la
Base de Reglas Difusas

Una de las caracteristicas principales de los SBRDs es que son capaces de incorporar en
su proceso de diseno los dos tipos de informacién de los que se suele disponer a la hora
de resolver un problema, informacién de tipo lingtistico y numérico. Por otro lado, como
comentamos en el capitulo 2, los AEs presentan la ventaja de su facilidad para incorporar
conocimiento a priori sobre el problema, y emplearlo para acelerar el proceso de biusqueda
y permitir la obtencion de mejores soluciones.

Por tanto, empleando el paradigma evolutivo de aprendizaje automatico propuesto,
deberiamos ser capaces tanto de aprovechar los dos tipos de informacion, en el caso en
el que ambos estén disponibles, como de permitir la generaciéon de la base de reglas di-
fusas del SBRD en el caso en que unicamente se disponga de un conjunto de datos de
entrada-salida que reflejen el comportamiento del sistema que se desea modelar. Asi, los
SBRDEs construidos a partir de la metodologia presentada en este capitulo podran tra-
bajar de diferentes formas, dependiendo del tipo y la cantidad de informacién disponibles.
A continuacion, expondremos las distintas posibilidades comenzando por el caso en el que
se dispone de la minima informacién posible y finalizando en el que existe conocimiento
experto suficiente para obtener una definicion preliminar de la base de reglas difusas al
completo:

1. La informacion disponible se reduce a un conjunto de ejemplos: En este caso, el
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SBRDE en varios niveles construido a partir de la metodologia propuesta es apli-
cado en su totalidad. Para ello, en el caso de trabajar con un SBRD descriptivo de
tipo Mamdani o de tipo TSK, se efectiia una definiciéon preliminar de la BD, seleccio-
nando un nimero adecuado de etiquetas lingtuisticas para cada variable de entrada,
y asociando a cada una de ellas un conjunto difuso obtenido de una equiparticion
difusa del espacio de entrada en el primer caso, y de los espacios de entrada y salida
en el segundo.

2. Ademas de disponer del conjunto de ejemplos, el conocimiento experto permite es-
pecificar los términos lingiuisticos existentes y los conjuntos difusos asociados: En
este segundo caso, se procede de un modo exactamente igual al anterior, pero se
hace uso de la definicién existente de la BD desde la primera etapa del SBRDE.

3. Se dispone de una base de reglas difusas incompleta y de un conjunto de ejemplos:
Adicionalmente, en el caso de trabajar con SBRDs descriptivos de tipo Mamdani
o de tipo TSK, puede o no existir una definiciéon previa de la BD como en el caso
anterior. Se procede, en primer lugar, incorporando las reglas lingtiisticas obtenidas
a partir de los expertos a la base de reglas difusas a generar en el primero de los
procesos que constituye el SBRDE en varias etapas (sea ésta de tipo Mamdani des-
criptivo o aproximativo, o de tipo TSK), la cual estaba inicialmente vacia en los dos
casos anteriores. Tras estudiar el cubrimiento que dichas reglas provocan sobre los
ejemplos del conjunto de entrenamiento y eliminar del mismo los ejemplos ya cubier-
tos, se ejecuta el proceso iterativo de generaciéon hasta obtener un conjunto de reglas
difusas que contenga todo el conocimiento existente en el conjunto de entrenamiento.
Finalmente, se ejecutan las restantes etapas que componen el SBRDE.

4. Se dispone de una definicion inicial completa de la base de reglas difusas y de un
conjunto de ejemplos. Finalmente, en el caso en el que el experto humano haya sido
capaz de proporcionar una definicion completa de la base, o ésta haya sido obtenida
a partir de otro tipo de método de aprendizaje automaético, es posible hacer uso
unicamente del proceso evolutivo de ajuste para refinar la definicion de las funciones
de pertenencia empleadas en las reglas difusas, con objeto de obtener un SBRD final
con un mejor rendimiento.

3.2 El Proceso de Generaciéon de Reglas Difusas

Como comentabamos en secciones anteriores, el proceso de generacion de reglas difu-
sas estd compuesto por el método de generacion de reglas difusas y el método iterativo
de cubrimiento. Dedicaremos las dos secciones siguientes a describir las caracteristicas
generales de ambos métodos y sus implementaciones particulares en los SBRDEs que
presentaremos en los capitulos 4, 5 y 6 de esta memoria.
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3.2.1 El Método de Generacion de Reglas Difusas

Este primer método es el encargado de obtener la mejor regla difusa en cada momento con
respecto al estado actual del conjunto de entrenamiento. Como ya se ha indicado, la com-
posicion de este proceso dependera del tipo de regla difusa con el que se esté trabajando.
De este modo, existen las siguientes posibilidades:

o Diseno de SBRDs descriptivos de tipo Mamdani: En este caso, la primera fase del
SBRDE en varias etapas no tiene que trabajar con las funciones de pertenencia,
que vienen definidas por las particiones difusas iniciales, sino unicamente con las
etiquetas lingiiisticas en si. Esto reduce enormemente el espacio de biisqueda, por lo
que no es necesario emplear un AE para llevar a cabo la generacion de la mejor regla
linguistica. En este caso, se propone el uso de un algoritmo inductivo para poner en
practica el método de generacion. Dicho algoritmo empleara una funcion de seleccién
de reglas lingtisticas que debera estar basada en una serie de criterios frecuentistas
y que debe permitir ordenar dichas reglas con respecto a su comportamiento.

En el capitulo 4 de esta memoria, introduciremos un algoritmo inductivo para generar
reglas lingtisticas a partir de ejemplos, que serda empleado para implementar este
método. Posteriormente, presentaremos los criterios frecuentistas considerados en
la funcion de seleccién de reglas linguisticas empleada por dicho algoritmo.

o Diseno de SBRDs aprozimativos de tipo Mamdani: La situacion es distinta cuando
se manejan reglas aproximativas de este tipo, ya que en este caso si es necesario
que el método de generacion de reglas difusas sea capaz de obtener las funciones
de pertenencia empleadas en las reglas que genere. Por esta razon, el espacio de
busqueda presenta una dimensiéon mucho mayor que en el caso anterior, con lo que
es recomendable emplear algiin tipo de AE. La funcién de adaptacion estara basada
en los mismos criterios frecuentistas empleados para las reglas descriptivas y en el
criterio de nichos comentado, que permite afrontar parte de la cooperacion entre
reglas difusas en la primera fase.

En el capitulo 5 de esta memoria presentaremos dos posibilidades para el diseno
de este método basadas en el empleo de una FFE — (1 + 1), y de un AE hibrido
compuesto por un AG que emplea una EFE — (1 4 1) como operador genético.

o Diseno de SBRDs de tipo TSK: Por 1ltimo, en el caso en que el SBRD a disenar
sea de tipo TSK y presente matices descriptivos, la situacién es intermedia, ya que
el método de generacion no tiene que aprender la semantica asociada a las variables
linguisticas del antecedente de las reglas, pero si tiene que obtener una definicién
preliminar de los parametros reales p; que definen el consecuente. De este modo,
de nuevo se recomienda el uso de un AE con un esquema de representacion que
combine una codificacién entera para representar las etiquetas lingtiisticas existentes
en los antecedentes de las reglas, y una codificacion angular, que introduciremos en
la seccion 3.2.1.4, para los parametros que definen los consecuentes. Dicho algoritmo
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estara guiado, en este caso, por una funcién de adaptacion basada en una medida
local de error que permita afrontar la cooperacién en esta fase del aprendizaje.

En el capitulo 6 describiremos un método de generacién de reglas difusas TSK a
partir de ejemplos, basado en una EE — (p, A) que sigue las ideas comentadas.

En las tres secciones siguientes presentaremos algunos de los criterios que permiten
disenar las funciones de adaptacion empleadas en cada implementacion del método de
generacion de reglas difusas. La cuarta seccion estara dedicada a introducir la codificacion
angular empleada para representar los consecuentes de las reglas difusas TSK en el tercer
caso de diseno.

3.2.1.1 Los criterios frecuentistas considerados para la generacion de reglas
lingtiisticas

Los criterios frecuentistas considerados para formar parte de la funciéon multicriterio de

seleccion de reglas linguisticas deben ser tales que las reglas que presenten mejores valores

en la misma sean prometedoras para formar parte de una BC que presente buen com-

portamiento; ademas, se deben de verificar las propiedades de completitud, cubrimiento y
consistencia. Entre otros, podemos considerar los siguientes criterios:

a) Alto valor de frecuencia [HLVI7b]: La frecuencia de una regla difusa, R;, sobre
un conjunto de ejemplos, I, se define de la forma:

_ iz Rile)

Vg, (i) 5

donde p es el nimero de ejemplos de F,, y R;(e;) es el grado de compatibilidad entre
la regla R; y el ejemplo ¢; introducido en la seccién 3.1.1.

b) Alto grado de cubrimiento medio sobre los ejemplos positivos [HLV97hb]: El
conjunto de ejemplos positivos para la regla R; con grado de compatibilidad mayor
o igual que w se define de la forma:

E+(RZ) = {61 - Ep/Ri(el) > w}

w

con n}(R;) igual a |[EF(R;)|. El grado de cubrimiento medio sobre EX(R;) puede
definirse como:

Gu(Ri)= >, Rile)/nf(R:)

a€EF(R:)
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¢) Penalizacién debida a la no satisfaccién de la propiedad de k-consistencia:
Este ultimo criterio penaliza aquellas reglas que presentan un nimero excesivo de
ejemplos negativos con respecto al numero de ejemplos positivos a grado w. Dicho
criterio penaliza, por tanto, la no verificacién de la propiedad de k-consistencia. La
funcion de penalizacion sobre el conjunto de ejemplos negativos de la regla R; viene
representada por la expresion:

1, sing < k- nt(R;)

g, (R;) = { = (1R,')—|—exp(1)7 en otro caso

Es importante destacar el hecho de que el conjunto de ejemplos negativos para una
regla se obtiene trabajando sobre el conjunto de entrenamiento F, inicial y no sobre
el actual, del que ya se han podido eliminar algunos ejemplos. Esto se debe a que,
si se calculase a partir del conjunto actual, podria darse el caso de que se generasen
reglas difusas que fuesen inconsistentes con otras ya obtenidas anteriormente, debido
a no haber considerado la influencia de los ejemplos ya eliminados en su generacion.

3.2.1.2 El criterio de baja interaccion entre nichos considerado para la ge-
neracion de reglas aproximativas de tipo Mamdani

e Justificaciéon del empleo del criterio de baja interaccién entre nichos:

Este nuevo criterio se emplea en combinacion con otros del tipo de los presentados
en la seccién anterior para formar la funcién de adaptaciéon empleada en el método de
generacion de reglas difusas en el caso de estar disenando un SBRD aproximativo de tipo
Mamdani. Tiene su razon de ser, al posibilitar la resolucién de parte de la cooperacion
entre reglas difusas en la primera fase del aprendizaje, como veremos a continuacién.

Puesto que la funcién de adaptacién empleada en el método de generacion de reglas
aproximativas de tipo Mamdani esta basada inicialmente en una serie de criterios fre-
cuentistas, la competicion producida por dicho método da lugar a que las reglas difusas
aproximativas codificadas en los distintos individuos tiendan a ampliar los soportes de los
conjuntos difusos que emplean, para extender su area de aplicacién y cubrir mas ejem-
plos, obteniendo asi una mayor recompensa de la funcién de adaptacion. Esto hace que se
obtenga finalmente una BRD en la que las reglas difusas aproximativas interactian de un
modo excesivo. Como consecuencia, dichas reglas no cooperan adecuadamente y el SBRD
disenado no hace un uso correcto de su capacidad de razonamiento interpolativo.

Teniendo en cuenta estos hechos, en nuestra metodologia se propone el fomentar la
aparicion de un nuevo tipo de nichos en el proceso de generacion de reglas difusas, aparte
del que el propio proceso induce por su forma habitual de trabajo basada en el enfoque AIR
(véase la seccion 3.2.2). Este nuevo tipo de nichos, inducido ahora por el método de gene-
racion, se basa en compartir la recompensa asociada a la regla que esta siendo generada
cuando se encuentra dentro del nicho formado por alguna de las generadas anteriormen-
te. Por lo tanto, este criterio de nichos tenderd a estrechar los soportes de los conjuntos
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difusos considerados en la regla que esta siendo generada actualmente, para asi evitar la
penalizacién que recibe cuando interactiua demasiado con las obtenidas anteriormente.

Como puede observarse, el mejor esquema de comparticion para llevar a cabo la tarea
comentada parece ser el fenotipico, ya que con él se trabaja directamente con las reglas
difusas en si y es mas sencillo el penalizar un nivel de interaccién excesivo mediante la
funcion de comparticion. La regla difusa aproximativa generada en cada iteracion del
método de cubrimiento formara un nicho en el espacio de soluciones y el tamano del
mismo dependera de la forma de los conjuntos difusos que emplee dicha regla, como
veremos a continuacion. Cuando se proceda a generar una nueva regla en las iteraciones
posteriores, los individuos existentes en la poblacion manejada por el método de generacion
de reglas difusas que estén situados en uno de esos nichos estaran obligados a compartir
su recompensa con las reglas difusas aproximativas que provocan la aparicién de éstos.

De este modo, una funcion de adaptacion que combine algunos criterios frecuentistas
y un criterio de penalizacion de nichos de este tipo permitird obtener reglas con el mejor
comportamiento posible que presenten un nivel de interaccion adecuado con las reglas
vecinas ya generadas en las ejecuciones anteriores. Gracias a ello, las reglas difusas
aproximativas que compongan la BRD generada finalmente cooperaran adecuadamente,
con lo que el SBRD disenado presentara un mejor rendimiento.

¢ Diseno del criterio de baja interaccién entre nichos:

Centrandonos ya en el diseno de un criterio concreto que nos permita poner en practica
el comportamiento deseado, lo primero a tener en cuenta es el inconveniente mas impor-
tante en los esquemas de comparticion clasicos: la necesidad de conocer donde esta cada
nicho y cual es su tamano para asi poder llevar a cabo el proceso de comparticion de las
recompensas entre los individuos. Como comentabamos en la seccion 2.1.1.4 del segundo
capitulo, este requisito suele ser satisfecho asumiendo que si dos individuos se encuentran
lo suficientemente cerca, a una distancia conocida como radio de nicho, entonces deben
compartir sus recompensas entre si. Aunque existen algunos métodos que permiten de-
terminar este radio, su calculo es una tarea muy complicada en la gran mayoria de los
casos y, ademads, se obliga a que todos los nichos presenten el mismo tamano, lo que no
es siempre recomendable.

Afortunadamente, en nuestro caso es posible determinar la localizacién y el tamano
de los distintos nichos existentes. Puesto que trabajamos en el espacio fenotipico, cada
individuo representa una regla formada por n variables de entrada y una de salida. Con-
siderando que los conjuntos difusos asociados a cada variable son triangulares, podemos
pensar en el centro del nicho inducido por la regla en cuestion como un punto en el espacio
(n + 1)-dimensional cuyas coordenadas corresponden a los puntos modales de las funcio-
nes de pertenencia triangulares. Dos individuos compartiran la recompensa que reciban
cuando exista algiun tipo de interaccion entre los conjuntos difusos asociados a la misma
variable en las dos reglas que codifican. De este modo, el algoritmo no considera un valor
fijo de radio de nicho como en el esquema clasico de comparticiéon, sino que el tamano
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Figura 3.1. Interaccién entre la regla actual y las generadas anteriormente

del nicho depende de la forma de las funciones de pertenencia empleadas en las reglas
generadas en las distintas iteraciones del método de cubrimiento.

Sean N; = (N;z,Nyy), i = 1,...,d, los centros de dichas reglas (nichos), donde d
es el numero de iteraciones del método de cubrimiento realizadas, y sea C el individuo
que codifica la regla difusa aproximativa que esta siendo adaptada. El eriterio de baja
interaccion entre nichos, BIEN(-), penaliza el valor de la funcién de adaptacién asociado
a C', haciendo uso de la medida de interaccién entre nichos, I EN(+), del siguiente modo:

BIEN(C)=1-ITEN(C)

[EN(C):MCLJ}Z{hZ}, izl,...,d
hi = *(Al(Nil'l), ceey An(NZl'n), B(Nzy))
C'~Sixyes Ay y...y x, es A, entonces y es B

donde * es una t-norma. La figura 3.1 representa graficamente una situacion en la que
existe interaccion entre la regla codificada en ' y alguna de las reglas generadas hasta el
momento.

De este modo, el criterio BIEN(-) estd definido en el intervalo [0,1]. Tomard su
maximo valor, por lo que no se penalizara la regla codificada en ', cuando dicha regla no
interactie con ninguna de las generadas hasta ahora. En cambio, tendra asociado el valor
minimo, que repercute en la maxima penalizacion posible, cuando la regla codificada sea
exactamente igual a alguna de las ya obtenidas.

Por otro lado, la composicién concreta de este criterio depende directamente de la
medida de interaccién entre nichos [ EFN(-) empleada. Considerando distintas definiciones
para esta tltima, es posible obtener varios criterios BIFEN(-) con filosofias diferentes.
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3.2.1.3 La medida local de error considerada para la generacion de reglas

difusas TSK

Como ya hemos comentado anteriormente a lo largo de este capitulo, la funcién de adap-
tacion a emplear en el método de generacion de reglas difusas de tipo TSK no puede hacer
uso de criterios frecuentistas como los mostrados en las secciones anteriores debido a la
propia composicion del consecuente de este tipo de reglas. Por esta razon, los criterios a
considerar en estos casos se basan en medidas de error que reflejen el grado de aproxima-
cién obtenido por la regla codificada sobre los ejemplos del conjunto de entrenamiento.

Con objeto de poder afrontar parte de la cooperacion entre las reglas difusas generadas
en la primera fase, en la metodologia presentada se sugiere el empleo de una medida de
error local para que las reglas generadas se ajusten en mayor medida a los ejemplos de la
base que mas se emparejen con ellas, dando lugar a que el ajuste de los que se emparejan
en un grado menor con sus antecedentes se efectiie mediante la accion combinada de
distintas reglas difusas de la base.

De este modo, el diseno de la funcién de adaptacion se puede realizar empleando como
unico criterio una medida de error de este tipo, ya que permite satisfacer los dos objetivos
que se plantean: obtener reglas difusas TSK que presenten un buen comportamiento y
que cooperen adecuadamente entre si.

Como ejemplo de un criterio de este tipo podemos emplear el siguiente, propuesto en

[YG95):

> hte(ey' = S(eat))”

eleE

donde E es un conjunto formado por los ejemplos existentes en F, que estan contenidos en
el subespacio difuso definido por los antecedentes de la regla codificada en el individuo C',
es decir, aquellos ejemplos de F, que se emparejan con los antecedentes de la regla actual
a cualquier grado; h! = T'(A;(ex!),..., A, (ez!)) es el grado de emparejamiento existente
entre las componentes de entrada, ex!, de cada uno de esos ejemplos y los antecedentes
de dicha regla (T es una t-norma); y, por tltimo, S(ez') es la salida que devuelve la regla

difusa TSK codificada en C al recibir ex! como entrada.

3.2.1.4 Un nuevo esquema para la representacion de los consecuentes de las
reglas difusas TSK: La codificacién angular

Como ya hemos comentado, cuando se considera el diseno de SBRDs de tipo TSK em-
pleando AEs se plantea el problema de que es necesario conocer los intervalos en los que
se definen las distintas variables para asi poder obtener una solucién. Esta informacion es
necesaria para definir el esquema de representacion de las posibles soluciones y adaptarlas
mediante los operadores evolutivos. Desafortunadamente, estos intervalos de definicién
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son desconocidos en el aprendizaje de los parametros asociados a los consecuentes de las
reglas difusas de tipo TSK.

Normalmente, los distintos autores que se han enfrentado con este problema [L.S95,
LT93a, LT93b, Wied4, YGI5] lo han resuelto fijando unos valores suficientemente grandes
para los limites inferior y superior de dichos intervalos de definicion. Esta no es una mala
solucién, ya que el poder de bisqueda de los AEs les permite obtener buenas soluciones
trabajando de este modo, pero presenta el inconveniente de que no se considere el espa-
cio de soluciones al completo, por lo que puede que no sea posible encontrar la mejor
solucion del problema debido a que el valor 6ptimo de alguno de los distintos parametros
esté situado fuera de los intervalos considerados.

En esta seccion, vamos a proponer un nuevo esquema de representacion denominado
codificacion angular, para solventar el problema de una forma mas adecuada. El esquema
esta basado en codificar los valores de los angulos que forman los consecuentes de una regla
difusa TSK en el espacio, en lugar de los valores de las tangentes, que son los codificados
habitualmente. Este cambio permite que todas las variables estén definidas en el mismo
intervalo fijo y que sea posible representar todo el espacio posible de soluciones de una
forma sencilla.

Es conocido el hecho de que la relacién parcial definida por los consecuentes de una
regla difusa TSK determina un hiperplano en el hiperespacio correspondiente. Por ejem-
plo, en el caso de trabajar con un SBRD TSK con una unica variable de entrada, cada
consecuente de las reglas TSK presenta la forma Y = p; - X + pg, la cual representa una
linea recta en una parte del plano (dicha parte esta definida por el antecedente de la regla,
que determina el area de actuacién de la misma). A la vista de este hecho, sabemos que
el valor real p; no es otra cosa que la tangente del angulo existente entre dicha recta y
el eje X. De este modo, en el caso de codificar el valor de este angulo en lugar del de la
tangente haciendo uso de la funcién

C:R—=(-3,7)
C(x) = arctan(zx) ,

todos los valores posibles del parametro p; estan definidos en el intervalo abierto (-7, 7).
La figura 3.2 recoge graficamente algunos ejemplos de la idea comentada.

Como puede observarse en dicha figura, mediante el empleo de intervalos muy pequenos
se representa una zona muy amplia del espacio soluciéon. Por ejemplo, considerando el in-
tervalo real [—20, 20] para los parametros p;, estamos trabajando con el intervalo angular
[—87.13°,87.13°]. Por ello, iinicamente no consideramos del orden de un 3.3 por ciento del
espacio de busqueda (més o menos 5.74°). Esta conclusién justifica el hecho de que los
SBRDEs que consideraban intervalos de tamano fijo para el aprendizaje de los consecuen-
tes de las reglas difusas TSK consiguieran buenos resultados. De todos modos, parece
mas apropiado el trabajar con el espacio de busqueda al completo cuando se afronta una
busqueda en pos de una solucion 6ptima.
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v Y P
C(pl) =71.56°
C(pl) = 45°
0 X

C(pl) = -61.43°

pl=-2

Figura 3.2. FEjemplos de aplicacién de la codificacién angular

Finalmente, cuando se trabaja en el plano, el pardmetro pg determina el desplazamiento
de la recta sobre el eje Y con respecto al origen, tal y como se observa en la figura 3.3.
Puesto que los valores de este parametro pueden variar en las distintas reglas difusas
TSK que componen la base, la consideracion de un intervalo fijo de definiciéon no es
una buena solucion cuando se pretende afrontar su aprendizaje mediante un AE, por
lo que la codificaciéon angular se convierte en una herramienta poderosa para resolver
el problema. En este caso, no existe una interpretacion geométrica de la codificacion
empleada (téngase en cuenta que py no se corresponde con la tangente de ningin angulo
en el hiperespacio concreto); tunicamente hacemos uso de la codificacién angular para
establecer una aplicacion entre un intervalo con extremos no definidos, R, y otro que si
los tiene, (=7, 7).

De este modo, la transformaciéon presentada permite efectuar una busqueda adecuada
sobre el espacio de soluciones, haciendo uso de un AE para aprender los valores de éstos
parametros. Sin embargo, para utilizar adecuadamente dicha transformacién, sera nece-
sario considerar su naturaleza no lineal, que repercutird en los dos factores siguientes:

o Gleneracion de la poblacion inicial del AFE: Para efectuar la generacion aleatoria de
la poblacion inicial de soluciones, se ha de usar una distribucién de probabilidad no
uniforme. Este hecho se debe a que, al ser no lineal la transformacion considerada,
una distribucién uniforme en el genotipo daria lugar a una no uniforme en el fenotipo,
lo que sesgaria la distribucién de los individuos de la poblacion inicial en el espacio
de soluciones del problema.

o Diseno de los operadores evolutivos: En el caso en el que los operadores evolutivos
considerados realicen operaciones aritméticas o manejen distribuciones de proba-
bilidad, se va a dar un hecho similar al comentado en el punto anterior. Estas
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Figura 3.3. Interpretacién geométrica del parametro pgy

operaciones perderan por completo sus propiedades originales al ser transformadas
no linealmente. Por esta razén, sera necesario disenar adecuadamente los operadores
evolutivos para que trabajen directamente sobre un genotipo angular, evitando este
tipo de problemas.

En el capitulo 6 de esta memoria, introduciremos una método de generacién de conse-
cuentes de reglas difusas TSK, basado en una FF — (1, A), que tendra en cuenta las ideas
comentadas.

3.2.2 El Método Iterativo de Cubrimiento

Este segundo componente del proceso de generacion esta basado en un proceso iterativo
que permite generar un conjunto de reglas difusas de cualquier tipo, que represente el
conocimiento incluido en el conjunto de entrenamiento. El algoritmo iterativo considerado
fue presentado en [HLVI97b]. En cada iteracién, se ejecuta el método de generacién para
obtener la mejor regla difusa en el momento actual, se considera el cubrimiento de dicha
sobre el conjunto de ejemplos, y se elimina del mismo aquellos ejemplos cubiertos a grado
e, valor especificado por el disenador del SBRD. El algoritmo empleado se muestra a
continuacion:

1. Inicializacion:

(a) Introducir los valores de los parametros considerados.

n el caso en que existan reglas linguisticas oblenidas a partir de conocimeento
b) En el q st glas lingiisti btenid partir d imient
experto:

i. Introducir dichas reglas en el conjunto final de reglas difusas BY.
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ii. Inicializar el grado de cubrimiento del ejemplo e;, GC(¢e), L =1,....p, con-
siderando el cubrimiento de las reglas contenidas en BY sobre los ejemplos
existentes en el conjunto I,.

iii. Eliminar de F, aquellos ejemplos en los que GC(e;) > e.
(¢) En caso contrario:

i. Inicializar el conjunto final de reglas difusas BY < ().

ii. Inicializar GC(e) « 0, [=1,...,p.

2. Ejecutar el método de generacion para obtener la mejor regla difusa R, con respecto
al estado actual del conjunto de ejemplos E,. Introducir R, en BY.

3. Para cada ejemplo ¢; € E, hacer

(a) GC(e) « GC(er) + R, (er),
(b) Si GC(e) > € entonces eliminar ¢; de E,.

4. Si £, =0 entonces Parar. En caso contrario, volver al paso 2.

Ya hemos indicado que la primera fase de los SBRDEs en varias etapas basados en el
enfoque AIR esta basada en fomentar la aparicion de nichos en el espacio de bisqueda.
Para ello, el método de cubrimiento procede eliminando ejemplos del conjunto de entre-
namiento, con lo que anula la recompensa asociada a las zonas del espacio en las que
se encontraban dichos ejemplos. Esto constituye una modificacion de alto nivel sobre la
funcién de adaptacion, ya que traslada el foco de la busqueda, de una zona del espacio a
otra, fomentando el que se produzca una buena exploracién del espacio de busqueda.

Como puede observarse, esta forma de trabajo asegura la generacién de reglas difusas
en cada zona del espacio en la que el problema esté definido, es decir, en todas aquellas
en las que existen ejemplos. Ademas, en el caso en el que se considere una funcion de
adaptacion basada en criterios frecuentistas en el método de generacion, la combinaciéon
del modo de trabajo seguido por el método iterativo de cubrimiento y de estos criterios,
asegura la verificaciéon de las propiedades de consistencia y completitud por parte de la
base de reglas difusas obtenida como salida de la primera fase del SBRDE.

Por otro lado, cuando el método de generacion se encarga de obtener reglas difusas
aproximativas de tipo Mamdani y emplea el criterio de baja interaccion entre nichos, se
efectiia ademas una modificacién de bajo nivel en la funcién de adaptacion, que permite
obtener una distribucion adecuada de las reglas en cada nicho existente en el espacio de
soluciones; esto traduce en un buen nivel de interaccién entre dichas reglas. En el momento
en que se ha localizado un nicho en una zona del espacio y dicha zona continia siendo la
mas prometedora (es decir, los ejemplos situados en la misma no han sido cubiertos ain a
grado €y tienen asociada una recompensa alta), el proceso de generacion procede a obtener
nuevas reglas en la misma zona, que interactuaran con las generadas anteriormente. El
criterio de baja interaccion entre nichos es el encargado de que estas reglas consigan un



El Proceso Genético de Multisimplificacion 113

buen nivel de cooperacién. Esta segunda modificacion puede ser considerada, como hemos
comentado, como de bajo nivel ya que el algoritmo continta trabajando en la misma zona
del espacio, pero penaliza la excesiva proximidad entre los nichos existentes en ella. De
este modo, fomenta una buena explotacion del espacio.

3.3 El Proceso Genético de Multisimplificacion

Como ya comentabamos en la seccién 2.2.3 del capitulo 2, en [BBM93] se presenta
un método evolutivo de optimizacion de funciones multimodales, que permite obtener el
numero deseado de éptimos haciendo uso de un esquema de formacién de nichos. La
forma de trabajo de la Técnica de Nichos Secuenciales se basa en iterar un proceso de
optimizacién de funciones unimodales, en concreto, un AG, para obtener un éptimo en
cada ejecucion, y en considerar cada uno de estos dptimos generados como el centro de
un nicho, al ser la mejor solucién encontrada en una zona concreta del espacio. Con el
propédsito de alejar el foco de la busqueda de las zonas en las que ya se ha encontrado un
optimo para buscar en otras distintas, la técnica hace uso de una funciéon de penalizacién
que modifica la recompensa asociada a los individuos segin la distancia que exista entre
ellos y los nichos previamente determinados en el espacio.

Como puede observarse, esta forma de trabajo es muy similar a la que llevan a cabo los
procesos de generacion de reglas en los SBRDEs en varias etapas basados en el enfoque
AIR, descrita detenidamente en la seccion anterior. Tomaremos estas ideas como base
para disenar nuestro proceso genético de multisimplificacion.

Como también indicabamos en la seccion 2.3.4 del capitulo anterior, la idea de emplear
el esquema de formacion de nichos para generar distintas definiciones posibles de la base
de reglas difusas ya ha sido empleada por Satyadas y Krishnakumar en [KS95], donde los
autores emplean un AG con un esquema de comparticion fenotipico para generar distintas

BRLs candidatas a formar parte de la BC final en un SBRDE para el disenio de SBRDs

descriptivos de tipo Mamdani.

En los SBRDEs en varias etapas construidos a partir de la metodologia propuesta,
haremos uso de la Técnica de Nichos Secuenciales para fomentar la formacion de nichos
en el espacio de busqueda y obtener varias definiciones de bases de reglas difusas de
cualquier tipo formadas por las distintas combinaciones de las reglas difusas generadas en
la fase anterior con mejor nivel de cooperaciéon. Para ello, emplearemos el proceso genético
de simplificacién propuesto en [HLV97b] como algoritmo bdsico de optimizacién unimodal
a ejecutar en cada iteracion del proceso de multisimplificacion. La forma de trabajo
caracteristica de la Técnica de Nichos Secuenciales, basada en compartir las recompensas
existentes entre el individuo evaluado en ese momento y las soluciones encontradas en las
ejecuciones anteriores del proceso (en lugar de entre el individuo evaluado y los restantes
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que forman la poblacién genética), permite obtener una combinacién de reglas difusas
distinta en cada iteracion del algoritmo de multisimplificacién.

En nuestros SBRDEs, hemos solucionado el problema de la seleccién de la mejor
definiciéon de la base de reglas difusas de una forma mas sencilla que la considerada en
[KS95], basada en el empleo de un método de Clustering. Puesto que la definicién general
de las funciones de pertenencia asociada a todas las bases obtenidas como salida del
proceso genético de multisimplificacion es refinada para cada una de ellas en particular,
en la tercera etapa del SBRDE, esto es, el proceso evolutivo de ajuste, la base de reglas
difusas obtenida como salida final del proceso evolutivo de aprendizaje sera la que mejor
comportamiento presente después del ajuste.

En las dos secciones siguientes presentamos el algoritmo basico de simplificacion y los
aspectos particulares del proceso genético de multisimplificacién, respectivamente.

3.3.1 El Proceso Genético Basico de Simplificacion

Este proceso esta basado en un AG con codificacion binaria, en el que la seleccion de los
individuos se lleva a cabo haciendo uso del mecanismo de muestreo universal estocastico
de Baker y el modelo elitista; y la generacion de la nueva poblaciéon se efectia mediante
los operadores clasicos de cruce multipunto en dos puntos y mutacion aleatoria.

El esquema de codificacion genera cromosomas de longitud fija. Si numeramos de 1
a m las reglas contenidas en el conjunto de reglas linguisticas BY, generado en la fase
anterior, una cadena de m bits, C' = (¢q,...,¢,), representara un subconjunto de reglas
candidatas a formar parte de la base de reglas difusas, B?, obtenida finalmente como salida
del proceso de tal modo que:

Si ¢; =1 entonces R; € B®, en caso contrario R; ¢ B®

El conocimiento disponible se incorpora a la poblacién inicial mediante la inclusiéon de
un cromosoma C; que codifica una base de reglas difusas, B?, formada por la totalidad
de las reglas obtenidas en el proceso anterior. Los demas cromosomas de la poblacion son
generados aleatoriamente.

En lo que respecta a la funcién de adaptacion, E(-), esta basada en el error cuadrético
medio cometido por un SBRD que emplee la base de reglas difusas codificada en el indivi-
duo al actuar sobre las entradas contenidas en el conjunto de entrenamiento. Esta medida
de error viene representada por la siguiente expresion:

1
2. |Ep|

> (ey' = S(ea'))?

eleEp

E(C;) =
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donde S(ex') es la salida proporcionada por el SBRD que emplea la base codificada en
C; cuando recibe ex! como entrada y ey’ es el valor de salida deseado almacenado en el
conjunto de entrenamiento.

Para conseguir que se siga verificando la propiedad de completitud considerada en
la fase previa, obligaremos a que todos los ejemplos del conjunto de entrenamiento sean
cubiertos en un grado mayor o igual que 7 por la base de reglas difusas codificada en el
cromosoma Cj, R(C;):

Creple) = U Rile) 27, Yea € B,y R; € R(C))

donde 7 es el grado minimo de completitud exigido a las bases generadas en el proceso de
simplificacién. Normalmente, el valor de 7 es menor o igual que el del parametro w, que
representa el grado de compatibilidad de los ejemplos positivos empleado en el proceso de
generacion.

De este modo, definimos el grado de completitud sobre el conjunto de entrenamiento
de la base de reglas difusas R(C;) sobre el conjunto de ejemplos F, de la forma:

GCCE(R(C]),EP): ﬂ CR(C’J)(GI)

eleEp

y la funcién de adaptacion empleada finalmente, la cual penaliza la no verificacion de la
propiedad de completitud, es la siguiente:

F(C)) :{ {E(Cj), si GCCE(R(C)), E,) > 7

2 ZeleEp(eyl)27 en otro caso

3.3.2 Composicion del Proceso Genético de Multisimplificaciéon

Para provocar la apariciéon de nichos en el algoritmo de Nichos Secuenciales, es necesa-
rio definir algin tipo de métrica que, dados dos individuos, devuelva una medida de la
distancia existente entre ambos [BBM93]. La naturaleza de esta métrica, es decir, el es-
pacio solucién sobre el que esta definida, genotipico o fenotipico, determina el esquema de
nichos empleado. En nuestro proceso de multisimplificacion haremos uso de un esquema
de comparticion genotipico, ya que la métrica considerada sera la distancia de Hamming
medida en el espacio de codificacién binario. Dados dos individuos A = (ay,...,a,) ¥
B = (b,...,by), la métrica escogida se define de la forma:

H(A,B) =Y |a; — b
=1
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La funcion de adaptacion modificada, que guia la busqueda por el espacio en el proceso
genético de multisimplificacion, hace uso de esta métrica para modificar el valor asociado
al individuo por la funcién de adaptacion F'(-) empleada en el algoritmo basico de sim-
plificacion. Para ello, multiplica este valor por una funcion de penalizacion que reduce la
recompensa en el caso en el que el cromosoma esté situado en un entorno cercano a una
solucién obtenida anteriormente. Asi, la expresion de la funcion de adaptacion modificada
empleada por el proceso de multisimplificacion es la siguiente:

FI(Cy) = F(Cy) - G(C}, S)

donde S = {s1,..., 5%} es el conjunto que contiene las distintas soluciones (bases de reglas
difusas) generadas hasta el momento y (¢ es un tipo de funcién de penalizacién. Puesto
que el problema con el que trabajamos es un problema de minimizacion, la funcion de
penalizacién que utilizaremos sera la siguiente:

00, sid=0
G(C;,9) = 2—(%)5, sid<ryd#0
1 sid>r

donde d es el valor de la distancia Hamming existente entre C; y la solucién s; € S
mas cercana, es decir, d = Min{H(C;,s;)}, r es el radio del nicho y 3 es el factor
de potencia, que determina como de céncava (f > 1) o convexa ([ < 1) es la curva
de penalizacion. De este modo, la penalizacién asociada por la funcién G(-) es méxima
cuando la definicién de la base de reglas difusas codificada en el cromosoma C; ya haya
sido obtenida previamente. Por otro lado, no se penaliza en ningiin grado al individuo
cuando la solucién que codifica esta situada a una distancia mayor o igual que el radio de
nicho r de las soluciones contenidas en S.

Para finalizar esta seccion, presentamos el algoritmo del proceso genético de multisim-
plificacién:

1. Inicializacion: Asignar la funcion de adaptacion empleada en el proceso bdsico de
simplificacion a la funcion de adaptacion modificada empleada en el proceso de mul-

tisimplificacion: F'(C;) < F(C;).

2. Ejecutar el proceso basico de simplificacion y hacer que emplee la funcion de adap-
tacion modificada, almacenando el mejor individuo obtenido en esa ejecucion.

3. Actualizar la estructura de la funcion de adaptacion modificada de tal modo que
penalice la zona del espacio solucion cercana a la ultima solucion encontrada, gene-
rando asi una nueva funcion de adaptacion modificada.

4. St se han obtenido todas las definiciones de la base de reglas difusas deseadas, ter-
minar la ejecucion del algoritmo. En otro caso, volver al paso 2.
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Por ello, el numero de ejecuciones del algoritmo secuencial a realizar es igual al numero
de definiciones distintas de la base de reglas difusas que deseemos generar. El disenador
del sistema es el encargado de determinar este valor, asi como el de los parametros r y
(. Para facilitar la elecciéon del valor de r, se especificard como un tanto por ciento del
numero de reglas que presenta el conjunto generado en la fase anterior, BY.

3.4 El Proceso Evolutivo de Ajuste

Finalmente, en lo que respecta a la tercera etapa del aprendizaje, en la metodologia
evolutiva propuesta se introducen una serie de recomendaciones que se pueden enmarcar
en dos grupos, el dedicado a la definiciéon del modo en que se ajustan las funciones de
pertenencia consideradas en las reglas difusas y los parametros asociados a los consecuentes
de las reglas difusas TSK; y el que especifica la forma de la funcién de adaptacién a
emplear. Analizaremos estos dos factores en las dos secciones siguientes.

3.4.1 Ajuste de Funciones de Pertenencia y de Consecuentes TSK

Como comentabamos en la seccion 3.1.3, en la metodologia evolutiva de aprendizaje pro-
puesta se considera la posibilidad de efectuar dos tipos distintos de ajuste de las funciones
de pertenencia sobre la definicién inicial de una base de reglas difusas, dependiendo de la
naturaleza de la misma. En el caso de SBRDs descriptivos de tipo Mamdani o de tipo
TSK, el ajuste se efectia a nivel global sobre las particiones difusas asociadas a cada
variable lingtiistica, mientras que en el caso de los SBRDs aproximativos, dicho ajuste se
produce a nivel local sobre las funciones de pertenencia individuales empleadas en cada
regla difusa de la base.

En ambos casos el esquema de codificacion a considerar es el mismo, un esquema de
codificacion real, y el esquema de representacion es muy similar. En la metodologia se
considera el empleo de funciones de pertenencia lineales diferenciables por partes (por
ejemplo, triangulares y trapezoidales) puesto que, como se indicaba en el primer capitulo
de esta memoria, se ha demostrado que este tipo de funciones son capaces de aproximar
adecuadamente a las de los demads tipos, con la ventaja de su mayor simplicidad. De
este modo, cada funciéon de pertenencia individual puede ser representada mediante una
tupla formada por tres o cuatro valores reales, segin sea triangular o trapezoidal. Los
individuos se obtienen concatenando las representaciones individuales de los conjuntos
difusos en cuestion, los que forman las particiones difusas iniciales en el caso de los sistemas
descriptivos o TSK, o los empleados en las reglas en el caso de los aproximativos. En el
caso de los SBRDs de tipo TSK, los individuos incluyen también una parte en la que se
codifican los valores de los parametros que definen los consecuentes de las reglas, para
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el refinamiento de la definicion inicial de éstos por parte del AE. Desarrollaremos mas
detenidamente estos conceptos en los capitulos 4, 5 y 6 de esta memoria, en los que
presentaremos varios AEs concretos para el ajuste de las funciones de pertenencia de
bases de reglas difusas de distintos tipos.

En esta seccion, nos centraremos en la especificacién del modo en el que se emplean las
definiciones iniciales de las funciones de pertenencia consideradas para definir los intervalos
de variacién de los parametros asociados, con objeto de llevar a cabo su adaptacion en
el proceso evolutivo. Es obvio que dichos intervalos han de estar bien definidos para que
los cambios efectuados por los operadores evolutivos sobre la representacion considerada
no provoquen la aparicion de conjuntos difusos incoherentes. Asi, dada una definicién
inicial de una funcién de pertenencia triangular concreta representada por una tupla con
tres valores reales, (a,b,¢), en la metodologia evolutiva presentada se consideraran dos
posibilidades para especificar los intervalos de variacion asociados a cada uno de esos tres
parametros:

e En primer lugar, se puede asociar un intervalo fijo de variacion a cada uno de ellos,
que dependa de los valores iniciales de sus vecinos, del siguiente modo:

a € [aijad] — [Cl o bga7a_|_ bga]
be b, b =[b— 50+ ]
cE [clvcd] = [C— ﬂv + C;_b]

La figura 3.4 muestra la representacion grafica de estos intervalos, los cuales per-
manecen constantes a lo largo de la ejecuciéon del proceso evolutivo de ajuste.
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Figura 3.4. Definicién de los intervalos de variacion fijos

e La otra posibilidad consiste en considerar intervalos de variacion variables asociados
a cada uno de los tres parametros. Para ello, se asocia primero un intervalo de
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variacion global a cada conjunto difuso, especificado a partir de la definicién inicial
del mismo considerada en las fases anteriores del aprendizaje, de la siguiente forma:

b—a _I_c—b
2 Ty

[, D] = [a — ]

Este es el unico intervalo de definicion que permanece constante a lo largo de la
ejecucion del AE en la segunda forma de definicion. Los intervalos asociados a los
tres parametros a, b y ¢ varian en cada caso, dependiendo del individuo concreto y
del valor de sus vecinos del modo que se muestra a continuacién:

a€la,a’)=[1,b], be b, b']=]la,d, celc '] =]b D]

La figura 3.5 muestra la representacion grafica de los valores iniciales de estos in-
tervalos.

a bi ad, ci b C

Figura 3.5. Definicién inicial de los intervalos de variacion variables

Como puede observarse claramente, la eleccion de la segunda posibilidad repercute en
un grado de libertad mayor en el ajuste de las funciones de pertenencia, dando lugar a que
éstas puedan presentar finalmente cualquier forma coherente dentro del intervalo global

[, D].

Finalmente, en lo referente a la adaptacion de las definiciones iniciales de los parametros
asociados a los consecuentes de las reglas difusas TSK por parte del proceso evolutivo
de ajuste, no es necesario especificar ningun tipo de intervalo de variacién, ya que la
codificacion angular permite llevar a cabo el refinamiento de los valores sin necesidad de
definir éstos.
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3.4.2 Definicién de la Funcion de Adaptaciéon

La funciéon de adaptacion a emplear en la tercera fase del aprendizaje dependera de la
composicion global del SBRDE en varios niveles con el que se esté trabajando. Como
hemos indicado a lo largo de este capitulo, segiin que el SBRD que se pretenda disenar
sea de tipo Mamdani o de tipo TSK, existen dos posibilidades.

En el primero de los casos, el SBRDE empleado estara formado por tres etapas: el
proceso de generacion de reglas difusas, el proceso genético de multisimplificacion y el
proceso evolutivo de ajuste. En este caso, las definiciones iniciales de las bases de reglas
difusas sobre las que trabaja este ultimo proceso para refinar la forma de las funciones
de pertenencia provienen del proceso genético de multisimplificaciéon, por lo que verifican
la propiedad de ser completas a grado 7. De este modo, tiene sentido que la funcién de
adaptacion a emplear sea similar a la considerada en la segunda etapa del aprendizaje, es
decir, que esté compuesta por un criterio que penalice la no satisfaccion de la propiedad de
completitud por parte de la base de reglas difusas que emplee la definiciéon de las funciones
de pertenencia codificadas en el individuo y por una medida de error que permita evaluar
el comportamiento que presenta dicha base, en definitiva, la bondad de la cooperacion
existente entre las reglas que la componen. Con ello, la expresion genérica de dicha
funcion sera la siguiente:

ME(C)), si GCCE(R(C)),E,) > 7

o0 en otro caso

ricy - |
donde M E(C;) es el valor obtenido por el SBRD que emplea la definicion de la base de
reglas difusas codificada en el individuo C; en la medida de error concreta considerada;
GCCE(R(C)), E,) es el grado de completitud sobre el conjunto de entrenamiento de dicha
definicion, presentado en la secciéon 3.3.1.

Por otro lado, en el segundo caso, el SBRDE considerado estda compuesto solamente
por dos etapas: el proceso evolutivo de generaciéon y el de refinamiento. Asi, las defini-
ciones iniciales con las que trabaja el segundo proceso no verifican la propiedad anterior,
debido a la composicion de las reglas difusas de tipo TSK. Por lo tanto, no es necesario
considerar ningin tipo de criterio al respecto en la funcion de adaptacion. En este tipo
de SBRDEs construidos a partir de la metodologia propuesta, dicha funcion estara com-
puesta unicamente por una medida de error global, que evalie el comportamiento del
SBRD que emplea la definicién de las funciones de pertenencia y de los parametros de los
consecuentes, codificada en el individuo.

Las posibilidades para la eleccion de la medida de error a emplear en cualquiera de
los dos casos son muy variadas. Todas las medidas incluidas en la familia de las medidas
de error estan basadas en el calculo de la diferencia existente entre la salida que devuelve
en la practica el SBRD al recibir una entrada concreta y la salida tedrica que deberia
proporcionar al recibir dicha entrada. Cuanto mayor sea el valor que devuelva la medida,
peor sera el rendimiento del SBRD, por lo que este tipo de medidas deben ser consideradas
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como criterios a minimizar en el proceso de aprendizaje evolutivo.

La diferencia entre el valor tedrico, y, vy el devuelto por el sistema, y’, se obtiene
haciendo uso de cualquier tipo de métrica. Asi, todas las medidas de error son, en defini-
tiva, modificaciones de las dos formas clasicas de calcular la diferencia entre dos valores,
los errores lineal (EL) v cuadrdtico (EC), cuyas expresiones matematicas se muestran a
continuacion:

1
EL=|y—y| ; EC= S = y')?

Estas dos medidas pueden ser generalizadas para calcular la distancia entre dos con-
juntos de datos: uno formado por los valores tedricos y otro por las salidas devueltas por
el SBRD ante los valores de las entradas contenidas en el primero, en lugar de entre un
unico par de datos simples. Esta tarea se puede llevar a cabo de dos formas distintas,
ambas basadas en el calculo de un valor de la medida para cada par de datos de ambos
conjuntos y la caracterizacion de todos los valores intermedios asi obtenidos por medio de
un unico valor asociado a la medida generalizada. La diferencia entre ambas formas de
trabajo radica en el modo en el que se obtiene dicho valor: bien seleccionando uno de los
valores intermedios por medio de algin criterio, o bien agregando todos ellos en un nuevo
valor, que no tiene por qué pertenecer al conjunto inicial de valores intermedios, mediante
la suma o la media de éstos.

El criterio empleado habitualmente para la primera forma de generalizacion se basa
en la seleccion del maximo del conjunto de valores intermedios. Las medidas de error que
generalizan a las dos anteriores procediendo de esta forma reciben, respectivamente, el
nombre de error lineal mdzimo (ELMax) y error cuadrdtico mdzimo (ECMax):

ELMa:L':mlaX lyi—wyil, (=1,...,p
ECMa:Jc:mlaX Hy—y)? 1=1,...,p

donde p es el cardinal del conjunto de datos.

Por otro lado, como ya hemos indicado, el segundo modo de generalizacién presenta
las dos posibilidades siguientes:

e Calcular directamente la suma de los valores intermedios, con lo que se obtienen
las medidas suma de los errores lineales (SEL) v suma de los errores cuadrdticos

(SEC):

SEL = Zfﬂ |yl - yf|
SEC =32 My —y))?
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e Calcular la media de dichos valores, lo que provoca la creacion de las medidas error

lineal medio (ELM) y error cuadrdtico medio (ECM):

ELM = Zle |Z/l_yl/|
p
ECM = DI
P

Como puede observarse, el empleo de este tipo de medidas en cualquier proceso de
aprendizaje da lugar a que dicho proceso esté condicionado en gran medida por la na-
turaleza del conjunto de entrenamiento empleado. El tamano y la composicion de este
conjunto determinaran la bondad del sistema de aprendizaje obtenido finalmente, en un
grado que dependera de la complejidad del problema afrontado. Cuanto mas complejo sea
éste, mas datos seran necesarios para que el proceso de aprendizaje se comporte de una
forma adecuada.

En la metodologia evolutiva de aprendizaje de bases de reglas difusas propuesta, se
permite el empleo de cualquiera de las medidas de error presentadas para el disenio de las
funciones de adaptacion asociadas a la segunda y tercera fases del aprendizaje (el proceso
genético de multisimplificacién y el proceso evolutivo de ajuste, respectivamente), en el
caso de SBRDs de tipo Mamdani, o de la segunda (el proceso evolutivo de refinamiento),
en el caso de sistemas TSK.

En los distintos SBRDEs que presentaremos en los capitulos 4, 5 y 6, haremos uso
de la medida de ECM para construir las funciones de adaptacion empleadas en todos los
procesos evolutivos de ajuste y refinamiento, por lo que las asociadas a los procesos evolu-
tivos de ajuste de bases de reglas difusas de tipo Mamdani coincidiran con la considerada
en el proceso genético de multisimplificacion.

3.5 Analisis de los Parametros Empleados

Finalizaremos el capitulo actual llevando a cabo un analisis del comportamiento que
presentaran los SBRDEs basados en la metodologia propuesta, dependiendo del valor
que tomen los distintos parametros que es necesario especificar para su funcionamiento.
Ademas de los pardmetros asociados a los AEs empleados en las distintas fases del proceso
evolutivo de aprendizaje, los cuatro parametros fundamentales cuyos valores condicionan
la composiciéon y el comportamiento del SBRD disenado son los siguientes:

1. El pardametro k, asociado a la propiedad de k-consistencia. Este parametro esta de-
finido en [0, 1] y es considerado en el proceso de generacién de reglas difusas.
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2. El parametro w, considerado en el proceso de generacién para el calculo del conjunto
de ejemplos positivos de una regla a un grado concreto, E(R;). Estd definido en

(0,1].

3. El parametro ¢ € RT, que especifica el umbral de cubrimiento necesario para que
un ejemplo sea eliminado del conjunto de entrenamiento en el proceso de generaciéon
de reglas.

4. El parametro 7 € (0, 1], el cual especifica el minimo grado de cubrimiento permitido
para que una base de reglas difusas de tipo Mamdani se considere completa en los
procesos evolutivos de multisimplificacion y ajuste.

Como podremos comprobar en los experimentos recogidos en la seccién 4.5.1 del
capitulo siguiente, el valor de los dos primeros parametros, £ y w, no afecta en exceso
a la composicion final de la base de reglas difusas aprendida, obteniéndose en algunos
casos los mismos resultados aun empleando distintos valores para ellos. En cambio, los
dos parametros restantes, € y 7, si influyen de un modo significativo en la composicion de
ésta, por lo que es recomendable estudiar cudles son los valores que han de tomar, para
conseguir que la base aprendida presente el comportamiento deseado.

Ambos parametros condicionan el nimero de reglas que tendra dicha base de reglas di-
fusas y, por tanto, el rendimiento del SBRD disenado finalmente. Puesto que el parametro
¢ determina el grado de cubrimiento que es necesario alcanzar para eliminar un ejemplo
del conjunto de entrenamiento en el proceso de generacion de reglas difusas, cuanto mayor
sea el valor del mismo, mas reglas sera necesario generar para cubrir cada ejemplo y, por
tanto, el conjunto de reglas difusas, B?, obtenido como resultado de la ejecucion de este
proceso presentara un nimero mayor de reglas.

Esto lleva asociados una ventaja y un inconveniente. La ventaja proviene del hecho
de que cuantas mas reglas existan en BY, mejor comportamiento podran presentar los
SBRDEs que manejen las distintas definiciones de bases de reglas difusas obtenidas como
salida del proceso genético de multisimplificacién. Esto se debe a que, al existir mas
reglas en el conjunto inicial, hay un nimero mucho mayor de combinaciones posibles de
las mismas para seleccionar el subconjunto que presente mejor nivel de cooperaciéon, por
lo que el proceso de multisimplificacién puede obtener mejores resultados. Es en este
segundo proceso, asi como en el tercero, en los que mas influye el valor del parametro
7. Dicho valor condicionara también el nimero de reglas asociado a las distintas bases
generadas ya que, al determinar el grado de completitud exigido a las mismas, un valor
alto hace que sean necesarias mas reglas para satisfacer dicha condicion.

En lo que respecta al inconveniente que destacabamos, éste es debido al niumero de
reglas que formaran la base de reglas difusas final, cuando escojamos un valor alto para
e. Al ser alto este valor, el conjunto inicial de reglas difusas BY tendra un nimero elevado
de reglas, lo que hara que la ejecucién de los procesos de multisimplificacion y ajuste
conlleven un tiempo de maquina superior; y lo mas importante, que la base aprendida
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presente también, finalmente, un numero de reglas alto, lo cual puede ser un inconveniente
en problemas en los que se desee una respuesta rapida por parte del SBRD como, por
ejemplo, en problemas de control en tiempo real.

De este modo, el control de los valores de los parametros ¢ y 7 permite al disenador del
SBRD el generar una base de reglas difusas que proporcione el comportamiento deseado
en el ratio rendimiento-nimero de reglas. A la vista de lo comentado en los parrafos
anteriores, parece adecuado el escoger siempre un valor bajo para el parametro 7 ya
que, de ese modo, se consigue que el SBRDE simplifique al maximo posible la base de
reglas difusas generada en la primera etapa del aprendizaje. Este hecho es positivo para
ambos criterios ya que dota de una mayor libertad al proceso de multisimplificacion,
lo que repercute en la obtencion de bases de reglas difusas con menos reglas (menor
complejidad) y con mejor nivel de cooperacion entre éstas (en definitiva, un SBRD con
mejor rendimiento).

Por otro lado, puesto que el parametro € es el encargado de determinar el numero de
reglas que compondran la base de reglas difusas inicial, su eleccién dependera directamente
del comportamiento que se desee que presente el sistema:

e Cuando el objetivo a conseguir sea el obtener el mayor nivel de precision posible,
el disenador debera fijar un valor alto para el parametro e. Esto hara que el SBRD
disenado presente un buen rendimiento y que su base de reglas difusas esté formada
por un numero elevado de reglas.

e En cambio, cuando el criterio principal a satisfacer sea el generar una base con
un nivel de complejidad bajo, la eleccion debe ser inversa, un valor bajo para el
parametro €. De este modo, la base aprendida contendra menos reglas, aunque esto
redundara en una pérdida de precisién por parte del sistema.

En la seccion 4.5.1 del cuarto capitulo de esta memoria estan recogidos una serie
de experimentos con distintas combinaciones de valores para los parametros ¢ y 7, que
reafirmararan en la practica las afirmaciones efectuadas en la teoria.



Capitulo 4

Un Sistema Basado en Reglas Difusas
Evolutivo para el Aprendizaje de Bases
de Conocimiento Descriptivas de tipo
Mamdani

Como comentabamos en el primer capitulo, la principal aplicacion de los SBRDs des-
criptivos de tipo Mamdani es el modelado cualitativo de sistemas. Los SBRDs dedicados
a esta tarea tienen como caracteristica predominante la interpretabilidad existente en el
modelo obtenido pero, desafortunadamente, la estructura de regla difusa que manejan,
basada en el empleo de variables lingtiisticas, provoca que la precision de éste quede, en
algunas ocasiones, por debajo de lo deseado. Fn estos casos, una posible solucion consiste
en cambiar la estructura del sistema y decidirse por un modelo difuso aproximativo, con
lo que se gana en precisién en la aproximacion pero se pierde en poder de descripcién,
caracteristica fundamental que se desea mantener.

A la vista del problema, seria deseable el poder obtener un modelo cualitativo que,
manteniendo al méaximo posible su nivel de interpretabilidad, presente una mayor preci-
sion.

En [NIT97], los autores tratan de poner esta idea en practica disenando en primer
lugar un modelo difuso aproximativo basado en reglas de tipo TSK simplificadas y trans-
formandolo posteriormente en un modelo cualitativo que presente el mismo rendimiento.
Para ello, introducen una BC secundaria, ademas de la BC habitual, y presentan un Sis-
tema de Inferencia capaz de obtener un resultado combinado de la actuacion de ambas
bases de reglas difusas. Lo que realmente hace el sistema es permitir que una combina-
cién de antecedentes determinada tenga asociados dos consecuentes distintos, el primero
y el segundo en importancia, con lo que se evitan algunos de los problemas asociados a
la estructura de las reglas linguisticas. Por un lado, se logra que el nimero de éstas no
venga delimitado por las particiones difusas asociadas a las variables de entrada y, por
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otro, se evita la falta de flexibilidad derivada del uso de este tipo de particiones (véase
la seccién 1.1.3 en el primer capitulo de esta memoria). El hecho de que el resultado de
la inferencia sobre las dos reglas resultantes sea una interpolaciéon de la salida individual
de ambas permite obtener un rendimiento mas preciso, sin perder la interpretabilidad del
sistema.

En este cuarto capitulo vamos a presentar un SBRDE basado en la metodologia evo-
lutiva de aprendizaje para obtener SBRDs descriptivos de tipo Mamdani que extienden la
forma de trabajo comentada en el parrafo anterior. Dicho SBRDE posibilitara el aprendi-
zaje automatico de BCs en las que podran coexistir tantas reglas lingtiisticas con la misma
combinacién de antecedentes como fuera necesario para que el comportamiento global del
sistema sea el deseado. Ademas, no sélo sera posible que dos reglas que presenten la
misma combinacién de antecedentes tengan asociado un valor de consecuente distinto,
sino también que el valor de éste sea el mismo (es decir, que la misma regla lingiiistica
esté contenida dos o més veces en la base), lo que equivaldra a dar una mayor importancia
a dicha regla.

Una BC del tipo comentado puede ser considerada como un conjunto de reglas lingtisti-
cas con pesos enteros asociados, aprendidos de un modo automatico por el SBRDE, que
determinan la importancia de cada una de ellas. El empleo de una BC formada por reglas
linguisticas con multiples consecuentes da lugar a que el modelo sea mucho mas preciso,
mas exacto en la aproximacion del sistema real, al mismo tiempo que puede mantener un
grado de interpretabilidad aceptable.

La organizaciéon de este capitulo es la que indicamos a continuacién. En primer lugar,
analizaremos la estructura que deben presentar los SBRDs descriptivos de tipo Mamdani
para poder manejar una BC del tipo comentado. Posteriormente, introduciremos la es-
tructura concreta en tres niveles del SBRDE propuesto, basada en las recomendaciones
analizadas en el capitulo anterior, y dedicaremos dos secciones a describir los procesos
individuales que componen la primera y la tercera etapa del mismo, los procesos de gene-
racion de reglas lingiiisticas y de ajuste, respectivamente. A continuacién, estudiaremos
el comportamiento del proceso evolutivo de aprendizaje en el modelado cualitativo de
las cuatro funciones tridimensionales presentadas en el Apéndice A, realizando un breve
estudio practico de la influencia de los distintos parametros considerados. Finalmente,
compararemos el comportamiento de los modelos obtenidos con el de otros generados a
partir de otros dos SBRDEs con distintas caracteristicas.
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4.1 Estructura del Sistema Basado en Reglas Difusas
Considerado

Tal y como hemos indicado, el SBRDE propuesto trabaja con SBRDs descriptivos de
tipo Mamdani con multiples entradas y una unica salida. La estructura general de la BC
de un sistema de este tipo se modifica inicamente para permitir que contenga distintas
reglas lingiiisticas con la misma combinacién de antecedentes y un valor igual o distinto
de consecuente. Por lo demas, la estructura general de regla descriptiva es la habitual,
introducida en el capitulo 1:

Ri: SiXyesAqy ... y X, es A;, entonces Yes B;,

donde X; e Y son variables lingtiisticas de entrada y salida respectivamente, y los A;; y
B; son etiquetas lingtisticas asociadas a conjuntos difusos que determinan su semanti-
ca. Trabajaremos con funciones de pertenencia triangulares, aunque podriamos emplear
cualquier otro tipo.

Para poder aprovechar la potencialidad de una BC con esta estructura, es necesario
emplear un Interfaz de Defuzzificacién que trabaje en modo B, es decir, que primero
defuzzifique los conjuntos difusos individuales obtenidos a partir del proceso de inferencia
y después agregue los valores caracteristicos asi generados mediante algun tipo de operador
de agregacion que potencie la presencia del mismo valor varias veces. Para llevar a cabo
esta tarea, puede emplearse cualquier operador basado en una media, ponderada o no.
En nuestro caso, haremos uso de la media ponderada por el grado de emparejamiento, el

cual combinaremos con el defuzzificador Centro de Gravedad [CHP97, HT93, SY93].

En lo que respecta a los restantes parametros de diseno del mecanismo de inferencia del
SBRD, emplearemos la t-norma del Minimo como operador de conjuncion e implicacién.
De este modo, el mecanismo de inferencia disenado procedera del siguiente modo ante
una entrada zo = (21,...,2,):

1. Para cada regla R;, 1 =1,...,T, de la BC:
(a) Calcula el grado de emparejamiento, h;, de la regla:
h; = Min(/“LAil (1’1), s 7/«0Am($n))

(b) Aplica la t-norma del Minimo actuando como operador de implicacién para
obtener el conjunto difuso resultante del proceso de inferencia sobre la regla en
cuestion, B

pp(y) = Min(hi, ps,(y))
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2. Obtiene el Centro de Gravedad de cada conjunto difuso individual B}

_Fysly)-dy
Z v MB{(y) ~dy

3. Calcula la salida final devuelta por el sistema, yo, agregando las acciones parciales
obtenidas, mediante la media ponderada por el grado de emparejamiento:

2?21 h; - Yi

Yo =
2?21 hz

4.2 Estructura del Sistema Basado en Reglas Difusas
Evolutivo en Varias Etapas

El SBRDE para el aprendizaje automatico de BCs descriptivas de tipo Mamdani pre-
sentado en el capitulo actual plasma los conceptos generales de la metodologia evolutiva
de aprendizaje propuesta, mediante una estructura compuesta por los siguientes tres pro-
cesos:

1. Un proceso iterativo de generacion de reglas lingiuisticas, compuesto por un método
de generacion de reglas linguisticas, basado en un algoritmo inductivo y en una
medida frecuentista de la bondad de las reglas, y el método iterativo de cubrimiento
presentado en el capitulo anterior. Este primer proceso permite obtener un conjunto
de reglas linguisticas que cubra el conjunto de entrenamiento de un modo adecuado.

2. El proceso genético de multisimplificacion presentado en el capitulo 3 para llevar
a cabo la seleccién de reglas. Como vimos en dicho capitulo, este proceso se im-
plementa por medio de un AG con codificacién binaria que emplea una funcién de
comparticion genotipica y una medida del rendimiento del SBRD codificado en el
cromosoma. Ademads, permite obtener varias definiciones de la BRL formadas por
las distintas combinaciones de las reglas lingtisticas generadas en la fase anterior
que mejor nivel de cooperacion presentan.

3. Un proceso genético de ajuste basado en un AG con codificacién real y en una
funcién de adaptacién que considera dos criterios: una medida del rendimiento del
SBRD codificado en el cromosoma y una funcién que penaliza la no satisfaccion de
la propiedad de completitud. Este ultimo proceso proporciona la BC final, ajustando
la definicién previa de la forma de las funciones de pertenencia que especifican la
semantica de los términos lingiiisticos existentes en la BD. La BC que presente el
mejor comportamiento tras el ajuste, de entre todas las generadas en el segundo
proceso, sera la que constituira la salida global del SBRDE.
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4.3 El Proceso Iterativo de Generacion de Reglas Lin-
guisticas

Como hemos indicado, el proceso iterativo de generaciéon de reglas lingtisticas esta ba-
sado en el empleo del método iterativo de cubrimiento presentado en la seccion 3.2.2 del
capitulo anterior y de un método inductivo de generacion de reglas lingtisticas, encargado
de obtener la mejor regla en cada momento, con respecto al estado actual del conjunto
de entrenamiento. Para ello, este ultimo método hace uso de los ejemplos no cubiertos
existentes en dicho conjunto en un instante determinado, para generar un conjunto de
reglas candidatas, y escoge la que presente mejor valor en una funcién de seleccion de
reglas basada en una serie de criterios frecuentistas.

El método de generacién de reglas lingtiisticas se basa en la existencia de una definiciéon
previa de la BD que contenga los términos linguisticos asociados a las variables existentes
en el problema, asi como de las funciones de pertenencia de los conjuntos difusos que espe-
cifican la semantica de éstos. Esta definicién puede ser obtenida a partir del conocimiento
experto disponible, o bien mediante una equiparticion difusa de los espacios de entrada y
salida considerando un numero fijo de términos.

Cada vez que se ejecuta, el método de generacion construye un conjunto de reglas
linguisticas candidatas a partir de la regla que mejor cubre a cada ejemplo contenido en el
conjunto de entrenamiento. La estructura de estas reglas se obtiene tomando un ejemplo
concreto, un vector de valores reales con dimensién n + 1 (n valores de entrada y uno
de salida), y asociando a cada variable lingiiistica la etiqueta que mejor se empareje con
la componente correspondiente del ejemplo. Esta etiqueta sera aquella de entre todas las
existentes en el conjunto de términos de la variable, que tenga asociado el conjunto difuso
para el que la componente del vector presente un mayor grado de pertenencia.

Una vez obtenido el conjunto de reglas candidatas, se evalia el rendimiento de las
distintas reglas lingiiisticas que lo componen, empleando una funcion multicriterio de se-
leccién de reglas. Los criterios que componen dicha funciéon dan lugar a que las reglas
con mejores valores en la misma sean prometedoras para formar parte de una BC con
buen comportamiento, ademds de verificar las propiedades de completitud, cubrimiento
y consistencia. Los criterios considerados son los que se muestran a continuacion. Sus
expresiones matematicas pueden ser consultadas en la seccién 3.2.1.1 del capitulo 3.

e Alto valor de frecuencia: Vg (R;).
e Alto grado de cubrimiento medio sobre los ejemplos positivos: G, (R;).

e Penalizacién debida a la no satisfaccién de la propiedad de k-consistencia: g, (R;).

Estos criterios se combinan en una funciéon de adaptacion, mediante el uso de una
funcion de agregaciéon creciente en las tres variables. En este caso, usaremos el producto,
por lo que la expresion final de la funcion de selecciéon de reglas es la siguiente:
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F(R;) = Vg, (R:) - Gu(R;) - g, (1)

Cuanto mayor sea el valor obtenido por una regla lingtistica en esta funcién, mejor
considerada estara dicha regla en el proceso de seleccion.

4.4 El Proceso Genético de Ajuste de Bases de Cono-
cimiento Descriptivas

El proceso genético de ajuste empleado como tercera y tltima fase de nuestro SBRDE
es una variante del presentado en [HLV95]. Dicho proceso, introducido brevemente en la
seccion 2.4.1.2 del capitulo 2 de esta memoria, esta basado en la existencia de una defini-
cién previa de una BC o una BRD y emplea un AG para trabajar sobre una codificacion
de las funciones de pertenencia utilizadas en cada regla difusa individual, ajustando los
parametros de las mismas de un modo local para cada conjunto difuso. De este modo, se
obtiene un SBRD aproximativo, aun en el caso de que el sistema inicial fuese descriptivo.

Una vez que se han ejecutado las dos fases iniciales del SBRDE propuesto, ya se pose-
en varias definiciones distintas de la BC, formadas por la definicion inicial de la BD y las
BRLs aprendidas tras la aplicacién de los procesos de generacion y multisimplificacion.
En ese momento, podemos emplear un método de ajuste similar al comentado, para refi-
nar la definicion de las funciones de pertenencia empleadas en cada BC y obtener SBRDs
con mejor rendimiento. Como pretendemos que el SBRDE se aplique en tareas de mode-
lado cualitativo, es necesario que este proceso genético de ajuste mantenga la naturaleza
descriptiva de la BC, asi como que genere una definicién interpretable de los conjuntos
difusos que especifican la semantica de los términos lingtisticos empleados.

Tomando como base estos objetivos, mantendremos la estructura general del proceso
genético de ajuste comentado, pero cambiaremos el esquema de representacién empleado
para que el ajuste de la definicién de las funciones de pertenencia efectuado por el AG se
realice a nivel global de BC y no a nivel individual de regla. Con ello, lo que codificaremos
en cada cromosoma sera una definicién distinta de los conjuntos difusos primarios que
componen las particiones difusas asociadas a cada variable lingtistica existente en la base.

Emplearemos la representacion paramétrica de las funciones de pertenencia triangula-
res consideradas, en forma de tupla con tres valores reales y representaremos cada particién
difusa primaria por medio de un vector de valores reales de dimension 3 - N, donde N es
el nimero de conjuntos difusos existentes en la particion difusa en cuestion, es decir, el
numero de términos lingiisticos que puede tomar como valor la variable lingtistica. Asi,
la definicion de todas las funciones de pertenencia existentes en la BD en un problema que
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maneje m variables linguisticas puede codificarse en un cromosoma (. con codificacién
real y de longitud fija >°77, 3 - N;, formado por la concatenacion de las representaciones
parciales de las m particiones difusas:

Cr’i = (Clil, bi17 ci17 ey aiN“ biN“ ciN,‘)
Cr = Crl 07’2 Crm

La generacion de la poblacién inicial de cromosomas que manejara el algoritmo se
realiza haciendo uso de la definicién inicial de la que se dispone, tal y como recomienda la
metodologia evolutiva de aprendizaje presentada. De este modo, se codifica la definicién
del conjunto de funciones de pertenencia empleada en las dos etapas anteriores del SBRDE
en un cromosoma C y se generan los individuos restantes inicializando aleatoriamente
cada uno de los genes que las componen, ¢,, h = 1,...,57 3 - N;, en su intervalo
de variacién asociado, [ci, ]
primera posibilidad presentada en la seccion 3.4.1 del capitulo anterior, es decir, seran

. Estos intervalos de variacion se calculan considerando la

intervalos fijos que dependeran de la forma de los distintos conjuntos difusos existentes
en las particiones difusas iniciales. De este modo, se asegura que las definiciones de los
distintos conjuntos difusos obtenidas después del ajuste mantengan su interpretabilidad, ya
que se imposibilitan acciones tales como que el punto modal del conjunto difuso asociado
a una etiqueta de menor orden supere al de otra de orden superior.

De este modo, si tomamos como base el cromosoma que codifica la definicion original
de las funciones de pertenencia, C1, y (t mod 3) = 1, entonces ¢; es el valor situado
mas a la izquierda del soporte del nimero difuso. Dicho nimero se define mediante tres
parametros (¢, ¢iq1,Cie2) v los intervalos de variacién asociados a cada uno de ellos son
los siguientes:

; d] __ Ct41—Ct Ct41—Ct
¢ € [cévct]_[ct_ +2 €t T+ +2 ]
7 d _ Ct41—Ct Ct42—Ct+1
1 € [Cyyy Cipq] = oo — 0 epqy 4 ST
d d 1 _ Ct42—Ct41 Ct42—Ct41
Cry2 € [Crygr Cipal = [Cig2 — 5 G2 + o]

El dltimo cambio a efectuar se refiere a la funcién de adaptacion. Siguiendo las pautas
marcadas por la metodologia evolutiva de aprendizaje propuesta, emplearemos una funcién
constituida por dos criterios, la medida de error cuadratico medio (ECM) y un criterio
que penaliza la no verificacion de la propiedad de completitud, en lugar de la empleada en
[HLV95], que tnicamente consideraba la medida de ECM para la definicion de ésta. La
expresion de la funcién de adaptacion empleada es la siguiente:

F(C)) = T Saen, (ey' — S(ex))?, si GOCCE(R(C)), By) > 7
v %ZeleEp(eyl)zv en otro caso
donde GCCE(R(C;), Ey) = Neen, Cr(c,)(er) es el grado de completitud de la BC R(C})

sobre el conjunto de ejemplos F,, como ya vimos en el capitulo anterior.
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Por 1ltimo, los aspectos restantes del AG presentado en [HLV95] se mantienen: la
seleccion se efectiia mediante el mecanismo de muestreo universal estocastico considerando
el modelo elitista, y los operadores de cruce y mutacion empleados son respectivamente
el cruce max-min-aritmético y la mutacion no uniforme. Esta combinacion de operadores
genéticos permite llevar a cabo un proceso de bisqueda adecuado sobre un espacio en el
que las soluciones posibles estan definidas mediante parametros reales.

4.5 Aplicacion del Sistema Basado en Reglas Difusas
Evolutivo Propuesto en el Modelado Cualitativo de
Algunas Funciones Tridimensionales

En esta seccion vamos a analizar el comportamiento del SBRDE presentado, aplicando-
lo al problema de la obtencién de un modelado cualitativo de las cuatro funciones tridi-
mensionales presentadas en el Apéndice A. En dicho Apéndice se recoge, ademas de las
expresiones matematicas y las representaciones graficas de estas funciones, una descrip-
cion del modo en el que se han obtenido los distintos conjuntos de datos empleados como
conjuntos de entrenamiento y prueba, asi como la forma de las particiones difusas iniciales
consideradas en los distintos experimentos realizados.

En primer lugar, presentaremos un pequeno estudio preliminar en el que aplicaremos
el método evolutivo de aprendizaje propuesto al modelado cualitativo de dos de estas
funciones, considerando distintas combinaciones de valores para los cuatro parametros,
€, w, ky 7, comentados en la seccion 3.5 del capitulo anterior. Este estudio previo nos
servira para reafirmarnos en las afirmaciones efectuadas en dicha seccién y para escoger
los valores deseados para la experimentacion completa a realizar sobre las cuatro funcio-
nes, que se mostrara en la seccion siguiente. Finalmente, compararemos los resultados
obtenidos por nuestro SBRDE con los presentados por otros dos procesos evolutivos de
aprendizaje pertenecientes a la misma familia.

4.5.1 Experimentacién Preliminar

Como ya hemos indicado, en esta seccién mostraremos una serie de experimentos preli-
minares realizados para comprobar la influencia de los valores de los distintos parametros
asociados al SBRDE propuesto.

En este primer estudio trabajaremos solamente con una funcién sencilla y otra com-
pleja, las notadas respectivamente como [y y Fy en el Apéndice A. Hemos efectuado 18
ejecuciones del SBRDE propuesto con cada una de ellas, combinando los siguientes valo-
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Tabla 4.1. Resultados obtenidos en los experimentos preliminares realizados para el mo-
delado de la funcion £}

Parametros Generacion Simplificacion Ajuste

w € T #R ECentr Ecprue #R ECentr Ecprue ECentr Ecprue

0.05 0.5 0.1 73 480570 5.18393 57  2.55084 2.76559 0.36945 0.36680

0.05 0.5 0.25 57 2.87154 2.92044 0.48768 0.36236
0.05 0.5 0.5 63  4.20974 4.72377 0.44703 0.38259
0.05 1 0.1 118 4.39681 4.71096 62  2.06517 1.97865 0.41382 0.28957
0.05 1 0.25 65 219964 2.06674 0.41420 0.33581
0.05 1 0.5 74 256748 2.40234  0.49003 0.43852
0.05 1.5 0.1 167 3.51876 3.49868 90  1.45306 1.50833 0.28843 0.31545
0.05 1.5 0.25 91  1.67093 1.62251 0.33891 0.43852
0.05 1.5 0.5 97  1.70188 1.73554 0.33356 0.31328
05 05 0.1 73 480570 5.18393 57  2.55084 2.76559 0.36945 0.36680
0.5 0.5 0.25 57 287154 2.92044 0.45987 0.36521
0.5 05 0.5 63  4.20974 4.72377 0.37773  0.32123
05 1 0.1 122 4.27251 4.58297 62  2.02195 2.01614 0.44413 0.36273
05 1 0.25 63 2.13095 2.12120 0.40254 0.34652
05 1 0.5 76 246612 2.43469 0.55359 0.41878
0.5 1.5 0.1 167 3.51876 3.49869 88  1.42442 1.42804 0.31554 0.32427
0.5 1.5 0.25 91  1.67093 1.62251 0.33891 0.43852
05 1.5 0.5 97  1.70188 1.73554 0.33356 0.31328

res de pardmetros: ¢ € {0.5,1,1.5}, w € {0.05,0.5} y 7 € {0.1,0.25,0.5}. En todos los

experimentos, el valor de £ se ha mantenido constante e igual a 0.1.

Los valores de los restantes parametros del SBRDE, asociados a los AGs que componen
la segunda y la tercera fase, son los siguientes:
e Tamano de la poblacion: N = 61, en ambos casos.

e Valores de las probabilidades de cruce y mutaciéon: P. = 0.6 y P, = 0.1 (por
individuo), en ambos casos.

e Numero de generaciones: 500 en cada ejecucion del proceso genético basico de sim-
plificacion y 1000 en el de ajuste.

e Numero de soluciones a generar en el proceso genético de multisimplificacion: 1.

e Valores asociados al operador de cruce max-min-aritmético y a la mutacién no unifor-
me (véase la seccion 2.1.1.3 del capitulo 2) en el proceso genético de ajuste: a = 0.35

y b=>5.
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Tabla 4.2. Resultados obtenidos en los experimentos preliminares realizados para el mo-
delado de la funcion Fy

Parametros Generacion Simplificacion Ajuste

w € T #R ECentr Ecprue #R ECentr Ecprue ECentr Ecprue

0.05 0.5 0.1 182 0.57602 0.63563 145 0.48761 0.52880 0.39404 0.42853

0.05 0.5 0.25 156 0.53153 0.57128 0.41467 0.43312
0.05 0.5 0.5 177 0.56355 0.61959 0.42101 0.45404
0.05 1 0.1 281 0.55630 0.63904 195 0.47585 0.51951 0.37665 0.42368
0.05 1 0.25 198 0.48828  0.54110 0.39916 0.45008
0.05 1 0.5 214 049672  0.55397 0.41238 0.45742
0.05 1.5 0.1 373 0.58052 0.67216 249 0.46998 0.49975 0.37217 0.38878
0.05 1.5 0.25 243 0.48413 0.51895 0.39188 0.40937
0.05 1.5 0.5 263 0.48271 0.51845 0.40191 0.42646
05 05 0.1 175 0.58595 0.65220 138 0.49883 0.54147 0.39859 0.42375
0.5 0.5 0.25 147 0.53112 0.58508 0.39710 0.42180
0.5 05 0.5 171 0.57548 0.64431 0.42431 0.46188
05 1 0.1 272 0.56849 0.66579 189 0.48143 0.53047 0.39565 0.44527
05 1 0.25 191  0.48728 0.54043 0.39978 0.44576
05 1 0.5 216 0.50472  0.56334 0.40029 0.44161
05 1.5 0.1 367 0.58561 0.67286 238 0.47400 0.50698 0.37627 0.38409
0.5 1.5 0.25 242 0.48180 0.50536  0.39522  0.41835
05 1.5 0.5 251 0.48821 0.53281 0.40958 0.44248

Los distintos resultados obtenidos se muestran en las tablas 4.1 y 4.2, en las que #R
representa el numero de reglas existente en la BC correspondiente, y EC, v EC, e los
valores obtenidos en la medida de ECM sobre los conjuntos de entrenamiento y prueba,
respectivamente, por el SBRD que emplea la BC en cuestion.

A la vista de estos resultados, podemos constatar la correccion de las conclusiones
a las que llegabamos en la seccién 3.5 del capitulo anterior. FEn la gran mayoria de los
casos, se obtienen mejores resultados cuanto menor es el valor del parametro 7. Por otro
lado, el empleo de un valor alto para el pardametro e provoca que las BCs aprendidas
presenten un numero de reglas elevado, pero da lugar a que el SBRD disenado presente
un mejor rendimiento. En cambio, al hacer uso de un valor bajo para ¢, obtenemos el
comportamiento contrario.

Respecto al parametro w, se puede comprobar que, en efecto, su valor condiciona
en menor medida el comportamiento de los SBRDs disenados, obteniéndose en muchos
casos las mismas definiciones finales de la BC, aun considerando valores distintos para
el mismo. Analizando mas detenidamente los resultados obtenidos en el modelado de
la segunda funcion, Fjy, se puede observar que el valor 0.5 provoca un comportamiento
similar a la combinacién de valores bajos para € y 7; es decir, da lugar a que la BC
generada presente menos reglas y un peor rendimiento, aunque las diferencias son mucho
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menos significativas que las que se producen al variar los valores de estos dos ultimos
parametros.

Puesto que la aplicacion en la que estamos empleando nuestro SBRD es una aplicacion
de modelado cualitativo, cuyo objetivo principal es el conseguir la mayor precision posible,
manteniendo el poder de descripcién del modelo obtenido, y no el reducir el tamano de
las BCs generadas, en los experimentos posteriores trabajaremos con la combinacién de
valores que nos permita satisfacer en lo posible dicho objetivo. Asi, los experimentos
restantes que presentamos en la seccion siguiente han sido efectuados con los valores que
se muestran en la tabla 4.3.

Tabla 4.3. Valores considerados para los parametros del SBRDE

Parametro | Valor
€ 1.5
w 0.05
k 0.1
T 0.1

4.5.2 Experimentos Realizados

A continuacion, mostramos los resultados obtenidos en la aplicacion del SBRDE propuesto
al modelado cualitativo de las cuatro funciones presentadas en el Apéndice A. Los experi-
mentos han sido realizados teniendo en cuenta los valores de los parametros comentados
en la seccion anterior. El dnico cambio aparece en la segunda fase del proceso evoluti-
vo de aprendizaje, el proceso genético de multisimplificacién, en el que generaremos tres
definiciones distintas de la BRL empleando el 2.5 por ciento del nimero de reglas de la
base generada en la primera fase, como valor del radio de nicho r, y 0.5, como valor del
factor de potencia 3 (véase la seccién 3.3.2 del capitulo 3 para la descripcion de ambos
parametros). La tabla 4.4 recoge estos resultados.

Obsérvese que los resultados obtenidos por el proceso de generacion en las funciones
Fi vy F4, coinciden con los mostrados en las tablas 4.1 y 4.2 para la misma combinacion de
valores de parametros. El mismo hecho se da en la primera de las definiciones de la BC
generada tras la ejecuciéon de los procesos de multisimplificacion y ajuste. Esto se debe a
que, en todos los casos, se ha empleado la misma semilla aleatoria en la ejecucion de los
tres procesos que componen el SBRDE en varias etapas.

Analizando estos datos podemos comprobar la efectividad del proceso genético de
multisimplificacién en algunos de los experimentos. En los experimentos realizados para
obtener un modelo cualitativo de las funciones Fj y Fj3, la mejor BC obtenida finalmente
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Tabla 4.4. Resultados obtenidos por el SBRDE propuesto en el modelado cualitativo de
las funciones Fy, Fy, F3y F}

Generacion Multisimplificacion Ajuste
FUHCiéH #R ECentr Ecprue #R ECentr Ecprue ECentr Ecprue
Fy 167 3.518764 3.498680 90  1.453064 1.508335 0.288431 0.315454

83  1.329703 1.291596 0.301532 0.327240
85  1.358346 1.377591 0.300626 0.324036

Fy 156 0.220794 0.104332 94  0.037078 0.038341 0.020508 0.019334
98 0.039022 0.045395 0.020150 0.014971
96  0.028952 0.032070 0.011865 0.014518

Fs 178 129389.2 161301.1 104 70079.70 74665.57 45557.76 30962.97
100 70046.96 77168.03 46189.13 33259.15
103 68235.86 77187.35 43856.60 35033.07
Fy 373 0.580528 0.672165 249 0.469988 0.499758 0.372177 0.388787
253 0471293 0.492110 0.370366 0.375440
251 0471148 0.513990 0.378052 0.412863

corresponde a la primera definicién de la BRL determinada por el proceso de multisim-
plificaciéon. En el caso de F3, el comportamiento es un poco mejor, ya que la tercera
definiciéon da lugar a un modelo con mayor precision en la aproximacion del conjunto de
entrenamiento, pero dicho modelo generaliza peor que el original.

En cambio, en las dos funciones restantes el proceso responde de un modo 6ptimo. En
ambas experimentaciones, las definiciones obtenidas a posteriori (la tercera en el caso de
Fy y la segunda en el de Fy) dan lugar a mejores modelos que la primera después de la
fase de ajuste, tanto en la aproximacion del conjunto de entrenamiento original como en
el nivel de generalizacion que presentan sobre el conjunto de prueba. FEn el modelado de
la funcién Fy, ademas, las dos definiciones de la BRL generadas tras la primera dan lugar
a la obtencion de modelos cualitativos con el comportamiento comentado.

Al final de este capitulo presentaremos una serie de representaciones graficas que reco-
gen la forma de las funciones de pertenencia asociadas a las distintas etiquetas lingiiisticas
existentes después de la actuacion del proceso de ajuste. Las particiones difusas represen-
tadas en las figuras 4.1 a 4.4 son las asociadas al mejor modelo cualitativo obtenido para
cada funcién, es decir, aquel que presenta un mejor valor en la medida de ECM sobre
el conjunto de prueba. Como puede observarse en estas figuras, los términos lingtuisticos
siguen manteniendo una semantica coherente después del ajuste realizado.
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4.5.3 Estudio Comparativo y Analisis de los Resultados Obteni-
dos

Con objeto de analizar el comportamiento del proceso evolutivo de aprendizaje propuesto,
vamos a comparar los resultados obtenidos por los modelos cualitativos generados median-
te su uso, con otros obtenidos a partir de dos SBRDEs pertenecientes a la misma familia
y que también permiten disenar SBRDs descriptivos de tipo Mamdani. Los dos SBRDESs
considerados posibilitan la generacién de una definicion completa de una BC en dos fa-
ses, en las que, respectivamente, generan la BRL y ajustan la semantica de los términos
linguisticos. Ambos emplean el proceso genético de ajuste introducido en la seccion 4.4
como segunda fase y se diferencian en la composicién del proceso de generacién de reglas
linguisticas que constituye la primera. El primero de ellos emplea el método de generacion
de reglas de Wang y Mendel (WM) [WM92] (presentado brevemente en el Apéndice B);
mientras que el segundo se basa en el uso del proceso evolutivo de aprendizaje de BRLs
propuesto por Thrift en [Thr91], el cual fue introducido brevemente en la seccién 2.4.2.1
del capitulo 2 de esta memoria. En el estudio comparativo posterior, notaremos respecti-
vamente por D1 y D2 a estos dos procesos evolutivos de aprendizaje y por D3 al SBRDE
propuesto en el capitulo actual.

Las ejecuciones del proceso genético de ajuste que constituye la segunda fase de los
SBRDEs en varias etapas D1 y D2, han sido realizadas considerando los mismos valores
de parametros empleados en la tercera fase del SBRDE D3. En lo que respecta a los
procesos de generacion, ambos han tomado como base la misma definicién inicial de la
BD considerada para nuestro proceso y, mientras que el método de WM no usa ningin
tipo de parametro, los valores de los considerados para el AG empleado por el método de
Thrift han sido los siguientes: N = 61, P. = 0.6, P,, = 0.1 (por individuo) y Nimero de
generactones = 1000.

Las tablas 4.5 a 4.8 presentan los resultados obtenidos por los SBRDs generados a
partir de estos dos SBRDEs en el modelado de las cuatro funciones, asi como los mejores
resultados obtenidos en la ejecucion de nuestro proceso. Consideraremos mejores aquellos
modelos que presenten un menor valor en la medida de ECM sobre el conjunto de prueba,
es decir, aquellos que generalicen mejor.

A la vista de las tablas de resultados presentadas, el comportamiento de nuestro SBR-
DE mejora ampliamente el de los otros dos procesos presentados en todos los casos excepto
en el del modelado de la funcion F5 en el que, a pesar de obtener un modelo que aproxima
mejor el conjunto de entrenamiento que el generado empleando el SBRDE D2 basado en
el proceso de generacion de Thrift, su nivel de generalizacion es algo peor que el obtenido
empleando este ultimo proceso evolutivo de aprendizaje.

Con objeto de ilustrar de un modo mas claro el comportamiento de los tres SBRDEs
comparados, en las figuras 4.5 a 4.8, recogidas al final del capitulo, presentamos las re-
presentaciones graficas de los distintos modelos obtenidos mediante su aplicacién para
cada una de las funciones seleccionadas. Estas figuras han sido generadas representando
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Tabla 4.5. Resultados obtenidos en el modelado cualitativo de la funcion £

Generacion Multisimplificacién Ajuste
SBRDE #R  ECouy  ECpu #R  ECoy  ECpu  ECouy  ECpu
D1 49  2.048137 2.255928 0.358522  0.377134
D2 49  1.609885 1.221451 0.672429 0.551139
D3 167  3.518764 3.498680 90  1.453064 1.508335 0.288431 0.315454
Tabla 4.6. Resultados obtenidos en el modelado cualitativo de la funcion £5
Generacion Multisimplificacién Ajuste
SBRDE #R  ECouy  ECpu #R  ECoy  ECpu  ECouy  ECpu
D1 49  0.194386 0.044466 0.060296 0.028621
D2 48 0.097398 0.043984 0.051477  0.028996
D3 156 0.220794 0.104332 96  0.028952 0.032070 0.011865 0.014518
Tabla 4.7. Resultados obtenidos en el modelado cualitativo de la funcion £5
Generacion Multisimplificacién Ajuste
SBRDE #R EC.., ECyu. #ERB  ECqu EC . EC 4, EC .
D1 49  172530.0 206244.0 52705.00  40999.98
D2 47 68675.28 60022.20 49910.34  29614.56
D3 178 129389.2 161301.1 104 70079.70 74665.57 45557.76 30962.97
Tabla 4.8. Resultados obtenidos en el modelado cualitativo de la funcion £}
Generacion Multisimplificacion Ajuste
SBRDE #R  ECouy  ECpu #R  ECoy  ECpu  ECouy  ECpu
D1 49  1.778353  2.049079 0.814157 0.964132
D2 48 0.503970 0.547687 0.403650  0.432996
D3 373 0.580528 0.672165 253  0.471293 0.492110 0.370366 0.375440

graficamente las salidas que devuelven dichos modelos ante las entradas contenidas en los
dos ficheros de datos, el de entrenamiento y el de prueba.

La razén de que los modelos cualitativos obtenidos mediante nuestro SBRDE presenten
mejor comportamiento, se debe a la estructura del SBRD descriptivo de tipo Mamdani
considerado, el cual, como hemos indicado previamente, permite emplear reglas lingtisticas
con el mismo antecedente y mas de un consecuente. En las tablas 4.9 a 4.13, presentadas
también al final del capitulo, mostraremoslas BRLs que componen las BCs que constituyen
los modelos cualitativos aprendidos empleando los tres SBRDEs con objeto de comprobar
las ideas comentadas.

Como puede observarse, en la gran mayoria de los casos, las BRLs aprendidas mediante
nuestro SBRDE incluyen a las generadas a partir de los otros dos procesos evolutivos de
aprendizaje considerados, D1 y D2. Los unicos casos en los cuales una regla generada
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mediante dichos procesos no aparece en la BRL obtenida a partir de nuestro proceso
evolutivo de aprendizaje son aquellos en los que dicha regla ha sido desestimada por el
proceso genético de multisimplificacion, al no presentar un buen comportamiento en su
cooperaciéon con las demas existentes en la base. De este modo, podemos concluir que el
SBRDE propuesto extiende de un modo adecuado los otros dos estudiados.

Otra conclusién a destacar es que ninguno de los modelos cualitativos obtenidos pre-
senta un comportamiento aceptable en el caso de la funcién Fy. Las BCs de los modelos
generados a partir de los SBRDEs D1 y D2 contienen un numero de reglas pequeno
que permite que puedan ser interpretados adecuadamente, pero su precision es bastante
pobre. Nuestro SBRDE permite generar un modelo con mayor precision, pero la com-
plejidad de la BC hace que no sea interpretable en la practica y, aun asi, su nivel de
precision es demasiado limitado, por lo que no se verifican adecuadamente ninguno de los
dos requerimientos exigidos.

Esto deja patente las limitaciones que presentan los SBRDEs descriptivos de tipo
Mamdani en el modelado cualitativo. Como ya comentdbamos en la seccién 1.1.3 del
primer capitulo, estas limitaciones se deben a la rigidez de la estructura de regla difusa
que manejan. El hecho de emplear particiones difusas para definir de una forma univoca la
semantica de los términos lingtisticos existentes en la BC, independientemente de la regla
en la que se empleen, hace que estos SBRDs presenten mal comportamiento en problemas
en los cuales pequenas diferencias en las entradas tienen asociadas grandes diferencias en
la salida, como por ejemplo el modelado de la funcién Fj.

Esta dificultad no puede ser subsanada por el SBRDE propuesto ya que, al tratar
de solventarla, el sistema genera una BRL formada por un niumero muy alto de reglas
linguisticas, buscando el conseguir un nivel de precision aceptable. Esto provoca a su vez
que cada combinacion concreta de valores de las variables de entrada tenga asociada un
gran numero de etiquetas distintas en la variable de salida (como puede observarse en la
tabla 4.13), lo cual no es muy coherente. FEste tipo de problemas se aproximarian mejor
mediante un modelo difuso obtenido a partir de un SBRD aproximativo, como veremos en
el siguiente capitulo.
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Figura 4.4. Particiones difusas ajustadas asociadas a las variables x; (arriba a la izquier-
da), x5 (arriba a la derecha) e y (abajo) en el mejor modelo cualitativo obtenido para la
funcion Fy
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Tabla 4.9. Tablas de decision de los modelos cualitativos obtenidos para la funcion F

mediante los SBRDEs D1 (arriba), D2 (en medio) y D3 (abajo)

T2

NG| NM | NP | CE | PP | PM | PG

NG | PG| PP | CE | CE | CE | PP | PG

NM | PP | CE | NP | NM | NP | CE | PP

NP |CE | NP | NM | NG | NM | NP |CE

x| CE |CE | NM | NG | NG | NG | NM |CFE

PP |CE| NP | NM | NG |NM | NP |CFE

PM |\ PP | CE | NP | NM | NP | CE | PP

PG | PG| PP | CE | CE | CE | PP | PG

Lo

NG| NM | NP | CE | PP | PM | PG

NG | PG| PP | PP | CE |CE | PM | PG

NM | PP | CE |NM | NM | NP | NP | PP

NP | PP | NM | NM | NG | NG| NP |CE

x| CE |CE|NM | NG | NG | NG| NM | CFE

PP | CE| NP | CE | CE |CE| NP |CFKE

PM | PP| NP | NP |NM | NP | NP | PP

PG | PG| PM | CE | CE |CE | PM | PG

Lo

NG NM NP CE PP PM PG
NG | 2- PG ]]Zg 2-CFE | 2-CF CE 2-PP | 2-PG
NP NP PP
NM |2 -PP CE 2-NP |2-NM NP CE PM
NP CE NP 3-NM NG 3-NM | 2-NP | 2-CFE
x| CE |2-CE|2-NM NG 3-NG NG 2-NM | 2-CFE
PP |2.-CE|2-NP |3-NM NG 3-NM NP CE

PP NP NP
PM PM CE 2-NP |2-NM NP CE 2-PP
PG PG ]]33]5[ 2-CFE | 2-CF CE 2-PP | 2-PG
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Tabla 4.10. Tablas de decision de los modelos cualitativos obtenidos para la funcién F,

mediante los SBRDEs D1 (arriba), D2 (en medio) y D3 (abajo)

€1

T2

NG| NM ]| NP | CE | PP | PM] PG
NG | NG| NG | NG | NG | NG | NG | NG
NM | NG| CE | NP |[NM | NM | NG | NG
NP | PG| PP | CE | NP | NM|NM | NG
o | CE PG| PM| PP |CE | NP | NM| NG
PP | PG| PM | PM | PP | CE | NP | NG
PM | PG | PG |PM | PM | PP | CE | NG
PG | PG| PG | PG | PG | PG | PG | NG
)
NG| NM ]| NP | CE | PP | PM] PG
NG | CE | NG | NG | NG | NG | NG
NM | PG| CE | NP |NM | NM | NG | NG
NP | PG| PP | CE | NP | NM|NM | NG
o |[CE PG| PM| PP |CE | NP | NM| NG
PP | PG| PM | PM | PP | CE | NP | NG
PM | PG | PG |PM | PM | PP | CE | NG
PG | PG| PG | PG| PG | PG | PG | CE
)
NG NM NP CE PP PM PG
NG QNZ]VDG 9. NG | 2-NG | 2-NG | 2-NG | 2-NG
Py NP
NM CFE 2.NP |2-NM| NM | 3-NG | 2-NG
2. PG pp
NP | 2-PG | 2. PP CE NP [2-NM| NM 2 NG
CE | 2.PG | 2-PM |2-PP | 2-CE |[2-NP | 2-NM | 2-NG
PP | 2. PG PM |[2-PM | 2-PP| CFE 2-NP | 2-NG
NP
PM | 2-PG | 3-Pd PM -PM | 2-PP CE 2 NG
NM
PP
PM
PG| 2-PG | 2:PG | 2-PG | 2-PG | 2-PG | , 0
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Tabla 4.11. Tablas de decision de los modelos cualitativos obtenidos para la funcion F3

mediante los SBRDEs D1 (arriba), D2 (en medio) y D3 (abajo)

T2
NG| NM | NP |CE | PP | PM | PG

NG | NG | NG | NG | NG | NG | NG | CE
NM | NG| NG | NG | NG| NG | NG | CE
NP | NG| NG | NG | NG| NG | NG | NM
r, | CEF | NG| NG | NG | NG | NG | NG | NG
PP | NG | NG | NG | NG| NG | NG | NM
PM | NG | NG | NG | NG | NG | NG | CE
PG |CE | CE | NM | NG| NM | CE | PG

T2
NG | NM | NP | CE | PP | PM | PG

NG NG | NG | NG | NG | NG | NM
NM | NG | NG | NG | NG | NG | NG | NM
NP | NG | NG | NG | NG | NG | NG | NM
x| CE | NG | NG | NG | NG | NG | NG | NM
PP | NG | NG | NG | NG | NG | NG | NM
PM | NG | NG | NG | NG | NG | NG | NM

PG |NM |NM |NM | NM | NM NM
X9

NG NM NP CE PP PM PG
NG | NG |2-NG| NG | NG |2-NG QN]]VDG CE
2-NG
NM| NG |2-NG| NG NG |2-NG| 2-NG NM
NP
NP | NG |2-NG|2-NG|2-NG|2-NG| 2-NG Qéjng
NG
21| CE |2-NG|2-NG|2-NG|2-NG|2-NG| 2-NG NM
NP
NG
PP |2-NG|2-NG|2-NG| NG |3-NG| 2-NG Pl
2-NG | 3-NM
PM | 2-NG |2-NG |2-NG | 2:-NG | 2-NG | NP
NM NG NG NG NG | 3-NM CE
PG| op NM CE NM CE NP PM
NP NP PG




Aplicacion del Sistema Basado en Reglas Difusas Evolutivo Propuesto en el Modelado Cualitativo de
Algunas Funciones Tridimensionales 147

Tabla 4.12. Tablas de decision de los modelos cualitativos obtenidos para la funcion Fj

mediante los SBRDEs D1 (arriba) y D2 (abajo)

T2
NG| NM | NP | CE | PP | PM | PG

NG |CE | NP | NP | NP | NP | NP | CE
NM | NP | NM | NM | NM | NM | NM | NP
NP | NP | NM | NM | NG | NM | NM | NP
x| CE | NP | NM | NG | NG | NG | NM | NP
PP | NP | NM | NM | NG | NM | NM | NP
PM | NP | NM | NM | NM | NM | NM | NP
PG |CE | NP | NP | NP | NP | NP | CFE

T2
NG | NM | NP | CFE | PP | PM | PG

NG | PP | PP | PP | CE | PP | PP | PP
NM | PP | CE |CFE | NP|CE|CE | PP
NP |CE | CFE |NP|CE | NP | CE |CE
x| CF CE | NP | NP | NP | CE |CE
PP |CFE | CE |NP|CE |NP|CF |CE
PM |\ PP |CFE |CE|NP|CE | CFE | PP
PG | PP | PP |CE | PP |CE | PP | PP
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Tabla 4.13. Tabla de decisién del modelo cualitativo obtenido para la funcion F; mediante

el SBRDE D3
)

NG NM NP CE PP PM PG
NG 2.NM | 2-NP Z]VVA]f NP NP CE
Ne | 3NM NP CE 5 R CE CE 3.PP
3-NP CE PP pp 2.PP 2.PP | 3.-PM
CE PP PG 5. P PM 2. PM PG
NP 2 NP NM 2 NP NP
CE 2.CF NP 2.NM | 2-CFE CE
NMA -y pp PP NM 2.CF PP PP PP
2.PM PM PP PM 2. PM
NP NM NG Yy 2-NP
2.CF 2.NP NP CE
NP PP NM 3.CF NM 3.CF f;jj 2.PP
PM 2.PP 2.PP PM

NM
NP NM NG ]]ij‘jf g:gg

o | CE| 2-CE 2.CF NM 2.NP NG

2.CF 2.PP
2.PP PP 2.PP pp 5. PM

2.PM
2-NP NM NM NP
2.CF 2.NP 2.NP | 2.NM | 2-CFE
PPy pp NM 3.CF NM 2.CF PP 2.PP
PM 2.PP 2.PP PM
NM 2-NP Ny NM 2-NP NP
Py CE 2.CF NP NM NP 2.CF CE
2.PP PP pp 2.CF CE PP 2.PP
2.PM PM PP PM 2. PM

NM

CE 5. NP NP 5. NP NP NP CE
b | 3PP pp 2.CF o 2.CF CE 3.PP
3-PM |,y | 2PP pp 2.PP PP 3.-PM
PG PM . PM 2. PM PG




Capitulo 5

Dos Sistemas Basados en Reglas
Difusas Evolutivos para el Aprendizaje
de Bases de Reglas Difusas
Aproximativas de tipo Mamdani

Los experimentos realizados en el capitulo anterior han puesto de manifiesto las li-
mitaciones de los modelos cualitativos cuando se trabaja con problemas complejos en los
que pequenos cambios en las entradas estan asociados con grandes cambios en las salidas.
En estos casos, se precisa del empleo de los SBRDs aproximativos, los cuales no estan
sujetos a las limitaciones debidas al manejo de variables linguisticas en la estructura de
regla difusa considerada.

En este quinto capitulo, nos planteamos la construcciéon de métodos evolutivos de
aprendizaje que nos permitan disenar SBRDs aproximativos de tipo Mamdani para su
aplicacion en problemas de modelado difuso. Puesto que en los procesos de aprendizaje
de BRDs aproximativas es necesario llevar a cabo la generacién de la forma de las fun-
ciones de pertenencia consideradas en cada regla individual, podemos distinguir entre dos
posibilidades segiun el modo en el que se afronte la generacion de éstas:

o Semantica libre restringida: Las funciones de pertenencia de las reglas contenidas en
la BRD se obtienen tomando como base unas particiones difusas iniciales asociadas a
cada variable que determinan los intervalos en los que puede variar cada parametro.

o Semantica libre no restringida: Fn este caso, las inicas restricciones que se imponen
a las funciones de pertenencia es que sean coherentes y que estén definidas dentro
de un intervalo global concreto. El caso mas extremo se daria cuando este intervalo
coincidiera con el universo de discurso de la variable en cuestion.

Ambos enfoques dan lugar a que los SBRDs aproximativos de tipo Mamdani generados
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se comporten mejor que los descriptivos en el modelado de sistemas con un nivel de
complejidad alto pero existe una cierta diferencia que determina el darea de aplicacion
concreta de cada uno de ellos:

e los SBRDs aproximativos obtenidos a partir de un proceso basado en semantica res-
tringida consiguen mejores resultados en el caso en el que dicho nivel de complejidad
sea intermedio.

e En cambio, los SBRDs aproximativos obtenidos a partir de un proceso de aprendizaje
basado en semantica no restringida presentan mejor rendimiento en el modelado
difuso de sistemas muy complejos.

Dedicaremos las dos grandes secciones que forman este capitulo a presentar los dos
SBRDEs comentados, incluyendo en cada una de ellas la descripcion de las etapas de las
que estan compuestos y la experimentacion realizada sobre las funciones introducidas en el
Apéndice A. Finalmente, compararemos los resultados obtenidos por los modelos difusos
generados a partir de ambos SBRDEs con los de otros dos pertenecientes a la misma
familia.

5.1 Un Sistema Basado en Reglas Difusas Evolutivo
Segin el Enfoque de Semantica Libre No Restrin-
gida

Esta primera seccion esta dedicada a introducir el SBRDE para el aprendizaje de
BRDs aproximativas de tipo Mamdani con semantica libre no restringida. A continuacion,
presentaremos la estructura en tres etapas de dicho sistema, para introducir posteriormente
la composicion concreta de la primera fase del mismo y matizar brevemente la composicion
de la tercera etapa. Finalmente, aplicaremos el SBRDE propuesto al modelado difuso de
las cuatro funciones tridimensionales presentadas en el Apéndice A.

5.1.1 Estructura del Sistema Basado en Reglas Difusas Evolutivo
en Varias Etapas

El SBRDE para el aprendizaje automatico de BRDs aproximativas de tipo Mamdani
ha sido construido siguiendo la metodologia evolutiva de aprendizaje introducida en el
capitulo 3 de esta memoria. De este modo, estd formado por una estructura en tres
etapas basada en los tres procesos siguientes:



Un Sistema Basado en Reglas Difusas FEvolutivo Segiin el Enfoque de Semdntica Libre No Restringidal

1. Un proceso evolutivo de generacion de reglas difusas aproximativas de tipo Mamdans,
formado por un método de generacion de reglas difusas aproximativas, compuesto
por una FFE — (1+1) guiada por una funcién de adaptacion basada en el criterio de
baja interaccion entre nichos y en una serie de criterios frecuentistas; y el método
iterativo de cubrimiento presentado en el capitulo 3. Este primer proceso permi-
te obtener una BRD aproximativa de tipo Mamdani, que incluya el conocimiento
contenido en el conjunto de entrenamiento de un modo adecuado.

2. El proceso genético de multisimplificacion, presentado en el capitulo 3, que lleva a
cabo la tarea de seleccion de reglas. Como vimos en dicho capitulo, este proceso
esta implementado por medio de un AG con codificacién binaria que emplea una
funcion de comparticién genotipica y una medida del rendimiento del SBRD codi-
ficado en el cromosoma; y permite obtener varias definiciones de la BRD formadas
por las distintas combinaciones de las reglas difusas aproximativas generadas en la
fase anterior que mejor nivel de cooperacién presentan.

3. Un proceso genético de ajuste, basado en un AG con codificacién real y en una
funcién de adaptacién que considera dos criterios: una medida del rendimiento del
SBRD codificado en el cromosoma y una funcién que penaliza la no satisfaccion de la
propiedad de completitud. Este ultimo proceso proporciona la BRD final, ajustando
la definicién previa de la forma de las funciones de pertenencia empleadas en las
reglas difusas aproximativas. La BRD que presente el mejor comportamiento tras el
ajuste de entre todas las generadas en el segundo proceso sera la que constituird la

salida global del SBRDE.

5.1.2 El Proceso Evolutivo de Generaciéon de Reglas Difusas Apro-
ximativas de tipo Mamdani con Semantica Libre No Res-
tringida

Como hemos indicado, el primer SBRDE para el aprendizaje de BRDs presentado en
este capitulo considera el enfoque de seméntica libre no restringida para la generaciéon
de las funciones de pertenencia consideradas en las distintas reglas difusas aproximativas
que componen la base. De este modo, la tnica restriccion que se impone sobre dichas
funciones de pertenencia para llevar a cabo su aprendizaje mediante el proceso evolutivo,
es que mantengan su coherencia y que estén definidas dentro de un intervalo concreto, el
cual se mantiene constante a lo largo de este proceso.

El método de generaciéon de reglas difusas aproximativas constituye una extension al
modo de trabajo del método de generacion de reglas lingtisticas presentado en el capitulo
anterior. Considera la existencia de una particion difusa preliminar asociada a cada va-
riable del problema y hace uso de ésta tanto para generar un conjunto inicial de reglas
descriptivas en cada ejecucion como para determinar los intervalos globales de definiciéon
asociados a cada conjunto difuso en cada regla difusa aproximativa.
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De este modo, el método de generacion de reglas difusas aproximativas trabaja ejecu-
tando, en primer lugar, el método generador de reglas lingiiisticas para obtener la mejor
regla descriptiva con respecto al estado actual del conjunto de entrenamiento. Una vez
que dispone de esta regla, adapta individualmente la forma de las funciones de pertenen-
cia que maneja la misma, dentro de un intervalo global asociado a cada conjunto difuso a
partir de las particiones iniciales. Para ello, emplea una EE-(141) guiada por una funcién
de adaptacion multicriterio. En las tres secciones siguientes, presentaremos los aspectos
principales del AE considerado: el esquema de representacion, el proceso de mutacion 'y
la funcion de adaptacion.

5.1.2.1 El esquema de representacion

Puesto que el individuo empleado en la EE codifica una regla individual y, mas concreta-
mente, la informacién codificada esta compuesta por las definiciones de las funciones de
pertenencia triangulares de los conjuntos difusos empleados en la misma, haremos uso de
la representacién en forma de tupla con tres valores introducida en capitulos anteriores.
De este modo, el esquema de representacion estara basado en vectores reales de dimensién
3-(n+1), donde n es el nimero de variables de entrada del sistema, y cada tres valores
consecutivos especificaran la forma del conjunto difuso que toma como valor la variable
en cuestion en la regla difusa aproximativa.

5.1.2.2  El proceso de mutacion

Sera necesario llevar a cabo dos cambios sobre el proceso de mutacién que habitualmente
ponen en practica las EEs-(1 + 1), presentado en la seccién 2.1.2.1 del capitulo 2, para
poder aplicar un AE de este tipo en el aprendizaje de las funciones de pertenencia de las
reglas difusas aproximativas en el método de generacién. Estos cambios son los siguientes:

1. Definicion de distintos tamanos de paso: Puesto que en la EE-(1+1), la fuerza de la
mutacion efectuada depende directamente del valor del parametro o que determina la
desviacion tipica de una variable z distribuida segin una normal, nos encontramos
con que en nuestro problema concreto el valor del tamano de paso no puede ser
unico. Este hecho se debe a que las diferentes funciones de pertenencia codificadas
en el individuo estan definidas sobre universos de discurso distintos y requieren, por
tanto, mutaciones de distinto orden, ya que el empleo de una mutacion del mismo
rango en todas las componentes del vector de valores reales redundaria en un peor
comportamiento del AE.

Para solucionar este problema, basta con considerar un tamano de paso o; = o - s;
distinto para cada componente, tal y como se indica en [BS95, Bac96]. De este modo,
los valores o; se obtienen a partir de una serie de modificadores fijos s; asociados a
cada componente del individuo y el unico factor que se adapta durante el proceso
de mutacion sigue siendo el valor del parametro global o.
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2. Adaptacion incremental de los pardmetros individuales: Normalmente, los compo-
nentes del vector de valores reales asociado al individuo padre no estan relacionados
entre si y la EE puede adaptar todos ellos al mismo tiempo. Desafortunadamente,
en nuestro caso si existe una relacion entre ellos. Cada tres parametros consecutivos
(20, 21, x2) definen una funciéon de pertenencia concreta y han de verificar la propie-
dad x¢ < 7 < x5 para que el conjunto difuso codificado sea coherente. Puesto que
unicamente el intervalo global de definicién de cada conjunto difuso es conocido a
priori, no es posible adaptar todos los parametros al mismo tiempo, ya que el in-
tervalo de variacién de cada parametro depende del valor actual de sus vecinos. La
solucién en este caso es llevar a cabo una adaptacion incremental de los parametros
individuales, como describimos a continuacién.

Sea Cy = (g, x1,22), k =1,...,n 4+ 1, el conjunto difuso que estd siendo adaptado
en el momento actual y sea [C},C{] su intervalo global de definicién. El proceso
de adaptacion incremental se basa en generar el conjunto difuso C} = (x(, x], x}),
adaptando en primer lugar el valor asociado al punto modal z;, obteniendo asi el
valor mutado 2} definido en el intervalo [xg, 23], y mutando posteriormente los valores
asociados a los puntos izquierdo y derecho z¢ y x2, obteniendo los valores xj y
definidos respectivamente en los intervalos [Cf, 2] v [¢],C]. Puede observarse
claramente que la aplicacion progresiva de este proceso permite obtener conjuntos
difusos definidos libremente en el intervalo global especificado, como corresponde a
una generacion basada en una semantica libre no restringida.

Como ya hemos comentado anteriormente, vamos a hacer uso de una serie de particio-
nes difusas preliminares de los espacios de entrada y salida para especificar los intervalos
globales de definicion asociados a cada conjunto difuso individual. Para ello, emplearemos
la misma filosofia que en el caso de la definicion de los intervalos de tamano variable en
los procesos evolutivos de ajuste presentada en la seccién 3.4.1 del capitulo 3 (de hecho,
como puede observarse, la forma de trabajo comentada es idéntica a aquella). Asi, si el
conjunto difuso existente en la particion, C, esta definido inicialmente por la tripleta de
valores (a, b, ¢), el intervalo global de variacion considerado en la EE sera el siguiente:

b—a _I_c—b
2 Ty

[Ch Cf) = [a — ]

Por otro lado, el valor del parametro s(x;) que determina los tamanos de paso parti-
culares, o; = o - s(;), se calcula cada vez que la componente x; va a ser mutada. Sea
(' el conjunto difuso cuyos valores estan siendo mutados, cuando 1 = 1, es decir, en

el momento en el que estamos adaptando el valor del punto modal, s(x1) toma el valor
Min(z1—w0,z2—71)
> .

En los dos casos restantes, 1 = 0 e ¢+ = 2, los valores respectivos son

Min(aco—Cli,acll—aco) Min(acg—ac'l,cg—xg)
8(51?0) = 3 y 5(51/'2) = 2 :

Con los valores anteriores de s(-) se asegura la obtencién de un nimero elevado de
valores normales z; que produzcan una mutacién con éxito (es decir, aquellos en los que el
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valor @} = x; + z; correspondiente, con z; ~ N(0,07?), pertenece al intervalo de definicién
asociado a x; en la ejecucion actual) en la primera ejecucion de la EE en la que o = 1.
Obviamente, en el caso en que el valor mutado se salga del intervalo correspondiente, la
componente en cuestion toma el valor del extremo del intervalo por el que se ha salido.

El algoritmo que presentamos a continuacion resume la aplicaciéon del proceso de adap-
tacion introducido sobre una funcion de pertenencia codificada en el individuo padre. Sea
Cy = (%o, x1,22) el conjunto difuso que estd siendo adaptado, los pasos a llevar a cabo
son los siguientes:

Min{z1—zo,20—21}

1. Caleular el tamano de paso asociado al punto modal, s(x1) < 5

2. Generar un valor zy ~ N(0,0}) y calcular el valor mutado x| del modo siguiente:
1 —|—Zl7 81 r1+ 21 € [1’071’2]
:1;’1 — ¢ xq, st x1+ 21 < xg

To, st x1+ 21 > 1o

3. Mutar los puntos restantes:

(a) S([[O) % M’in{l’o—gé,l’ll—l’o}

Generar un valor zo ~ N(0,02) y calcular x}):

. s /

xo + 20, 1 7o+ 20 € [C}, 2]
. . . .
Ty b st xg+ 20 < C},
xy, st xg + 29 > T

(b) S([[Q) % M’in{l’g—;’ll,cg—l’g}

Generar un valor zy ~ N(0,03) y calcular zl:

: 1 d

Ty + 29, Si a9+ 22 €[], CF]
! ! . !
Ty < § Xy, St Xy + 29 < T
e, S0 T9 4 29 > OF

5.1.2.3 La funcién de adaptacion

La funcién de adaptacion empleada por la EE estda basada en la combinacion de cuatro
criterios distintos, los tres criterios frecuentistas considerados en la funcién de seleccion
de reglas linguisticas y el criterio de baja interaccién entre nichos, todos ellos presentados
en el capitulo 3 de esta memoria. Como comentabamos en dicho capitulo, la combinacién
de un conjunto de criterios del primer tipo con este tltimo permite afrontar de un modo
adecuado la resolucion de parte del problema de la cooperacién entre reglas en la primera
etapa del aprendizaje ademds de generar un BRD preliminar con buen comportamiento
que verifique las propiedades de completitud, cubrimiento y consistencia.

De este modo, los cuatro criterios considerados son los siguientes:
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Alto valor de frecuencia: Wi, (R;).

e Alto grado de cubrimiento medio sobre los ejemplos positivos: G, (R;).

Penalizacion debida a la no satisfaccién de la propiedad de k-consistencia: g, (R;).

Baja interaccion entre nichos: BIEN(R;)

y se combinan para formar la funcién de adaptacién del siguiente modo:
F(R;) = Vg, (R) - Gu(Ri) - g, (R;) - BIEN(R;)

De nuevo, cuanto mayor sea el valor obtenido por la regla difusa aproximativa codifi-
cada en el individuo, mejor adaptada estara dicha regla.

Finalmente, realizaremos un pequeno comentario con respecto al empleo de un criterio
de nichos en la EE considerada. Como indicabamos en el capitulo 2 de esta memoria,
los esquemas de nichos han sido pensados para ser aplicados en los AGs de modo que
provoquen la comparticion de las recompensas asociadas a los individuos de la poblacion
que estén situados dentro del mismo nicho. De este modo, el hacer uso de un esquema de
este tipo en un AE basado en el manejo de dos unicos individuos por generacién, parece
una tarea complicada. El problema esta resuelto directamente por la propia filosofia
del criterio considerado, la cual esta basada, como vimos en el capitulo 3, en compartir
la recompensa entre el individuo actual y los obtenidos anteriormente en las distintas
ejecuciones del método de generacion , por lo que el manejo del criterio de baja interaccién
entre nichos en la funcién de adaptacion de una EE-(1 + 1) puede ser llevado a cabo sin
ningun tipo de inconveniente.

5.1.3 El Proceso Genético de Ajuste de Bases de Reglas Difusas
Aproximativas

En este caso, la tercera etapa del SBRDE propuesto estara compuesta directamente por
el proceso genético de ajuste presentado en [HLV95], ya que dicho proceso fue disenado
especificamente para trabajar con BRDs aproximativas de tipo Mamdani. Para una des-
cripcion de dicho proceso véase la seccién 2.4.1.2 del capitulo 2.

El proceso comentado responde directamente a todos los aspectos exigidos por la me-
todologia evolutiva para esta tercera etapa del aprendizaje, salvo en el caso de la funcién
de adaptacion empleada, la cual no preserva la completitud de la BRD generada en las
dos fases anteriores. Para solventar este problema, haremos uso de la misma funcion que
consideramos en el proceso genético basico de simplificacion y que empleabamos en el
proceso genético de ajuste de BCs descriptivas presentado en el capitulo anterior. Dicha
funcion es la siguiente:
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FC;) = #EH ESZEEP(eyl B S(exl))Qv si GOCCE(R(C;), By) > 7
(Cj) =19 1

3 ZeleEp(eyl)za en otro caso

donde GCCE(R(C;), E,) es el grado de completitud de la BRD codificada en el cromo-

soma, R(C}), sobre el conjunto de ejemplos F,.

5.1.4 Aplicacién del Sistema Basado en Reglas Difusas Evoluti-
vo Propuesto en el Modelado Difuso de Algunas Funciones
Tridimensionales

En esta seccion, consideramos de nuevo las cuatro funciones tridimensionales del Apéndice
A para afrontar, en este caso, el problema de su modelado difuso. En la experimentaciéon
realizada, hemos considerado los mismos valores que empleabamos en el capitulo anterior
para los distintos parametros del SBRDE:

1. Proceso Fvolutivo de Generacion:

e Valor de los parametros considerados en la funcion de adaptacion: e = 1.5,

w=0.05yk=0.1.

e Numero de iteraciones sin obtener mejora antes de finalizar la ejecucion de la

EE-(1 4+ 1): 100.
e Valor del parametro ¢ de la regla de éxito é de Rechenberg (véase la secciéon
2.1.2.1 del capitulo 2): 0.9.

2. Proceso Genético de Multisimplificacion:

e Numero de soluciones a generar en el proceso genético de multisimplificacién:

3.
e Valor del parametro 7: 0.1.

e Valor de los parametros de radio de nicho y de potencia: r = 2.5 por ciento del
numero de reglas de la base generada en la primera fase y 3 = 0.5.

e Tamano de la poblacion: N = 61.

e Valores de las probabilidades de cruce y mutacién: P. = 0.6 y P,, = 0.1 (por
individuo).

e Numero de generaciones: 500.
3. Proceso Genético de Ajuste:

e Valor del parametro 7: 0.1.
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e Tamano de la poblacion: N = 61.

e Valores de las probabilidades de cruce y mutacién: P. = 0.6 y P,, = 0.1 (por
individuo).
e Numero de generaciones: 1000.

e Valores asociados al operador de cruce max-min-aritmético y a la mutacion no
uniforme (véase la secciéon 2.1.1.3 del capitulo 2): a =0.35 y b =5.

Los resultados obtenidos en la aplicacién del SBRDE propuesto al modelado difuso de
las cuatro funciones se muestran en la tabla 5.1.

Tabla 5.1. Resultados obtenidos por el SBRDE propuesto en el modelado difuso de las
funciones Fy, Iy, F5y Fy

Generacion Multisimplificacion Ajuste
FUHCiéH #R ECentr Ecprue #R ECentr Ecprue ECentr Ecprue
I 128 4.104345 3.552771 74 2.549414 2.062016 1.451833 1.134147

76 2608678 2.181019 1.394737 1.039955
79 2564189 2.097277  1.429367 0.911785

Fy 132 0.191232  0.105817 83  0.097098 0.129513 0.061211 0.103495
86  0.094095 0.092310 0.056008 0.055712
88 0.095124 0.099825 0.062324 0.060518

Fs 116 85249.51 69674.67 63  43776.73 37187.83 29858.72 30607.89
65  47023.69 34197.37 31470.95 25310.40
64  45987.86 36358.50 31600.67 27324.93
Fy 368 0.287001 0.342191 256 0.190038 0.222112 0.177740 0.211421
253 0.183342  0.211726 0.169827 0.196127
246 0.185364 0.229173  0.172509 0.212415

De nuevo, vamos a realizar un pequeno analisis del comportamiento del proceso genéti-
co de multisimplificacion. En este caso, podemos observar que los resultados son ain
mejores que los obtenidos en los experimentos realizados en el capitulo anterior. En las
cuatro funciones, el proceso trabaja de la mejor forma posible ya que, en todos los casos,
las definiciones de BRDs obtenidas a posteriori mejoran en su nivel de generalizacion a la
original. Ademas, en tres de ellas, Fy, Fy y F5, los dos modelos difusos obtenidos a partir
de la segunda y tercera definiciéon de la BRD presentan mejores resultados que el obtenido
a partir de la primera en la aproximacién del conjunto de prueba.

Puesto que hemos empleado la misma semilla aleatoria considerada en los experimen-
tos realizados en el capitulo 4, podemos comparar aquellos resultados con los presentados
en esta seccion. De este modo, cabe destacar el hecho de que los modelos difusos obteni-
dos para las funciones simples F} y F,, presentan un comportamiento mucho peor que los
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modelos cualitativos generados a partir del SBRDE para el aprendizaje de BCs descrip-
tivas presentado en el capitulo anterior. Por el contrario, el rendimiento de los modelos
difusos obtenidos para las funciones complejas F3 y Fj es muy superior al de los modelos
cualitativos generados en dicho capitulo. Analizaremos més detenidamente estos hechos
en la seccién 5.3 de este mismo capitulo.

5.2 Un Sistema Basado en Reglas Difusas Evolutivo
Segin el Enfoque de Semantica Libre Restringida

En la segunda seccién de este capitulo presentamos el segundo SBRDE disenado para
el aprendizaje de BRDs aproximativas de tipo Mamdani, que en este caso sigue el enfoque
de semantica libre restringida. La estructura es muy similar a la empleada en la secciéon
anterior, es decir, introduciremos en primer lugar las tres etapas que componen el sistema,
presentaremos después la composicion concreta de la primera fase y finalizaremos mos-
trando los resultados obtenidos en la aplicacion de éste al modelado difuso de las cuatro
funciones consideradas.

5.2.1 Estructura del Sistema Basado en Reglas Difusas Evolutivo
en Varias Etapas

La estructura en tres etapas de este segundo SBRDE para el diseno de SBRDs aproxi-
mativos de tipo Mamdani es la que se muestra a continuaciéon. Como puede observarse,
la unica diferencia entre ambos la constituye la composicién de la primera etapa y, mas
concretamente, la del método de generacion de reglas difusas aproximativas.

1. Un proceso evolutivo de generacion de reglas difusas aproximativas de tipo Mamdans,
formado por un método de generacion de reglas difusas aproximativas, compuesto
por un AE resultante de hibridizar un AG con una EFF — (1 + 1) y guiado por una
funcién de adaptacién basada en el criterio de baja interaccién entre nichos y en una
serie de criterios frecuentistas; y el método iterativo de cubrimiento presentado en
el capitulo 3.

2. El proceso genético de multisimplificacion presentado en el capitulo 3 y empleado
en el SBRDE en varias etapas presentado en la seccion anterior.

3. El proceso genético de ajuste empleado también como tercera etapa del SBRDE con
semantica libre no restringida introducido en la seccion anterior.
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5.2.2 El Proceso Evolutivo de Generaciéon de Reglas Difusas Apro-
ximativas de tipo Mamdani con Semantica Libre Restringi-
da

En esta primera fase del segundo proceso evolutivo de aprendizaje presentado en este
capitulo, el método de generacién de reglas difusas aproximativas esta basado en el enfo-
que de semantica libre restringida. Como hemos comentado, dicho método se implementa
por medio de un AG con codificacién real, en el que cada cromosoma representa una regla
difusa individual, con la caracteristica especial de incorporar una EE como un operador
genético mas, para ajustar localmente las mejores reglas difusas aproximativas obteni-
das en cada generacion. Dedicaremos las secciones siguientes a presentar los distintos
componentes del AE considerado.

5.2.2.1 El esquema de representacion

Siguiendo la filosofia del modelo evolutivo presentado en esta memoria, el esquema de
representacion empleado en este AE trata de incorporar cuanta informacién sea posible,
con el propédsito de obtener mejores soluciones. Debido a esta razon, cada cromosoma
contendra dos tipos de informacion distintos: uno referente a los conjuntos difusos de las
particiones difusas iniciales que toman como valor cada una de las variables que compo-
nen la regla difusa codificada en el mismo (recordemos que el enfoque de generacion de
semantica libre restringida exige la existencia de unas particiones difusas preliminares)
y otro relacionado con la forma concreta que toman dichos conjuntos difusos en la regla
actual. Podemos considerar asi que cada cromosoma C' esta formado por dos partes, 'y y
(5, relacionadas, respectivamente, con la estructura general de las reglas y las restriccio-
nes asociadas a la semantica de las mismas (C1); y con la forma concreta de los conjuntos
difusos considerados en cada una de ellas (Cy).

Para representar el primer tipo de informacion se empleara un esquema de codificacién
k-ario puesto que, a fin de cuentas, lo que se codifica es el conjunto difuso concreto de la
particiéon difusa asociada que la variable en cuestion toma como valor en la regla. Asi, al
conjunto de valores posibles para la variable X;, T'(X;) = {L1(X;),..., Ln,(X;)}, donde
N; representa el numero de conjuntos difusos existentes en la particién difusa asociada
a X, se le hace corresponder un conjunto ordenado 7'(X;) = {1,..., N;} con objeto de
definir el esquema de representacién asociado a la primera parte del cromosoma.

En cambio, puesto que el segundo tipo de informacion esta relacionado con la forma
de los conjuntos difusos manejados en la regla, para la segunda parte del cromosoma
consideraremos una codificacion real. En concreto, haremos uso de la codificacion de
los conjuntos difusos triangulares en forma de tupla con tres valores reales, ya empleada
en distintos procesos evolutivos desarrollados en esta memoria, con lo que la forma que
presenta un conjunto difuso obtenido a partir del conjunto difuso primario L;(X;) en una
regla concreta se codifica mediante la tupla (aLi(XJ), br.(x,), cLl.(XJ)).
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Por ejemplo, una regla difusa aproximativa que toma como base la siguiente
Si Xyes Ly (X1)y ... y X, es Li,(X,) entonces Yes L, (V)

se codifica en un cromosoma C' con la forma:

Cl — (il, ceey in, in+1)

Cy = (aLil(X1)7 bLil(Xl)v CLi (X1)s e+ AL (Xn)> bLin(Xn)a CLi (Xn)s
aLin+1 (Y)> bLin+1 (Y)> cLin+1 (Y))

C — Cl CQ

Teniendo en cuenta el esquema de representacién introducido y el hecho de que el
SBRDE presentado en esta seccion esta basado en el enfoque de generacion de semantica
libre restringida, cada uno de los genes que componen la segunda parte del cromosoma,
(5, tendra asociado un intervalo de variacién, que dependera de los conjuntos difusos
primarios que tomen como valor las variables de la regla en la primera parte del mismo,

Ch.

La tripleta de valores (a, b, ¢) que define la forma de cualquiera de los conjuntos difusos
existentes en las particiones difusas iniciales, se empleard para especificar los intervalos
de variacion en los que pueden ser ajustados cada uno de esos parametros a lo largo del
proceso evolutivo del siguiente modo:

[ai? ad] = [a - bgava + bga]
[blvbd] = [b_ bgavb—l_ C;_b]
[clvcd] = [C— C;_bvc—l_ C;_b]

La figura 5.1 representa graficamente estos intervalos.

5.2.2.2 La generacion de la poblacion inicial

Para llevar a cabo esta tarea nos plantearemos también las recomendaciones propuestas
por la metodologia evolutiva de aprendizaje y trataremos de aprovechar al maximo el
conocimiento disponible sobre el problema para mejorar la busqueda que desarrolla el
proceso evolutivo. En este caso, aparte de las particiones difusas iniciales, podemos hacer
uso de la informacién numérica contenida en el conjunto de entrenamiento para inicializar
de forma adecuada los individuos que compondran la primera poblacién que manejara el

AE.

El mecanismo de generacion de esta primera poblacion inicializara un tercio de los
individuos a partir de los ejemplos contenidos en el conjunto de entrenamiento y otro tercio
de un modo totalmente aleatorio. El tercio restante sera generado de un modo intermedio,
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Figura 5.1. Ejemplo de los intervalos de variacién considerados en el proceso de generacion
de reglas difusas aproximativas con semantica restringida

inicializando la primera parte del cromosoma a partir de los ejemplos disponibles y la
segunda de un modo aleatorio.

Sea M el tamano de la poblaciéon que maneja el AE y sea t = min{|E,|, %} Este
mecanismo procede seleccionando aleatoriamente ¢ ejemplos del conjunto de entrenamiento
y llevando a cabo los tres pasos siguientes:

1. Haciendo uso de las particiones difusas iniciales, genera ¢ individuos a partir de los
t ejemplos seleccionados. Para ello, construye la primera parte del cromosoma, (1,
asociando a cada variable el conjunto difuso primario con el que la componente del
ejemplo correspondiente presenta mayor valor de pertenencia, y codifica la forma
inicial de estos conjuntos difusos en la segunda parte del mismo, Cj.

2. Genera otros t individuos inicializando C'; de igual modo que en el paso anterior y
calculando aleatoriamente los valores de (s dentro de los intervalos determinados
por los conjuntos difusos primarios correspondientes.

3. Finalmente, genera los M — (2 - t) individuos restantes, calculando aleatoriamente
los valores de 'y y haciendo uso de éstos para generar de nuevo aleatoriamente los
valores de (5 en los intervalos especificos.

5.2.2.3 La funcién de adaptacion

La funcién de adaptacion debe llevar a cabo la misma tarea que la empleada en el SBRDE
en varias etapas presentado en la seccion anterior, es decir, potenciar la generacién de re-
glas con buen comportamiento y que cooperen de un modo adecuado con las ya obtenidas.
Debido a esta razon, consideraremos la misma funcién empleada en dicho proceso.
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5.2.2.4 Los operadores genéticos

Debido a la naturaleza especial de los cromosomas con los que se trabaja en este proceso
de generacion, el diseno de operadores genéticos capaces de manejar de un modo adecuado
la representaciéon considerada se convierte en una tarea de gran importancia. Puesto que
existe un nivel de relacién muy alto entre las dos partes del cromosoma, sera necesario
emplear operadores que trabajen cooperativamente en Cy y en Cy, para hacer el mejor uso
posible del esquema de representaciéon escogido.

Puede observarse claramente que esta relacién puede dar lugar a distintos problemas
si no se maneja correctamente. Por ejemplo, las modificaciones efectuadas en la primera
parte del cromosoma han de ser reflejadas automaticamente en la segunda, ya que no tiene
sentido modificar el conjunto difuso primario y continuar trabajando con la funcion de
pertenencia asociada al anterior. Por otro lado, es necesario llevar a cabo la recombinacién
de un modo correcto para obtener descendientes que representen reglas coherentes.

Teniendo en cuenta estos aspectos, emplearemos los siguientes operadores:

Mutaciéon: Haremos uso de dos operadores de mutacién distintos y cada uno de ellos
actuara sobre una parte distinta del cromosoma. A continuacion describimos brevemente
estos operadores:

o Puesto que (5 emplea una codificacion real para codificar la forma de los conjuntos
difusos existentes en la regla y ésta varia dentro de unos intervalos especificados por
los conjuntos difusos primarios, parece coherente emplear el operador de mutacion
considerado en el proceso genético de ajuste, el cual lleva a cabo la misma tarea. De
este modo, para mutar la segunda parte del cromosoma, haremos uso del operador de
mutacion no uniforme de Michalewicz, presentado en la seccion 2.1.1.3 del capitulo

2.

e El operador de mutacion seleccionado para (' esta basado en el empleado por Thrift
en el SBRDE presentado en [Thr91] e introducido en la seccién 2.4.2.1 del capitulo
2. Cuando se vaya a mutar un gen de la primera parte del cromosoma, se llevara a
cabo una modificacion local que cambiara aleatoriamente el valor del conjunto difuso
primario existente en el mismo por el inmediatamente anterior o posterior en la
particién. Cuando el conjunto difuso primario a alterar sea el primero o el ultimo
de la particién, se efectuard directamente el inico cambio posible.

Como hemos indicado, una mutacién en C; provoca un cambio en (5. Cuando una
variable difusa cambia su valor de un conjunto difuso primario a otro, la funciéon de
pertenencia asociada al mismo es automaticamente actualizada en la segunda parte
del cromosoma para pasar a codificar los valores iniciales definidos en la particién
primaria.
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Cruce: En lo que respecta al proceso de recombinacion, emplearemos también dos ope-
radores distintos, pero su aplicacién dependera en este caso de la relacion existente entre
los dos padres que vayan a ser cruzados:

e Si la regla codificada en ambos individuos es la misma, es decir, toma como base
los mismos conjuntos difusos primarios en todas las variables, entonces el AE ha
localizado una zona del espacio de busqueda que puede ser prometedora y que, por
tanto, tiene que ser explotada adecuadamente. Esta tarea se efectiua por medio del
operador de cruce max-min-aritmético que se aplica en (5, manteniendo los valores
de (7 en los dos descendientes obtenidos. La descripcion de este operador fue
presentada en la seccion 2.1.1.3 del capitulo 2.

e En cambio, en el caso en el que los dos padres codifiquen una regla distinta, no tiene
ningun sentido el aplicar el operador anterior, ya que provocaria la obtencion de
descendientes incoherentes. Este hecho se debe a que la combinacién de dos funciones
de pertenencia asociadas a dos conjuntos difusos primarios distintos redunda en la
obtenciéon de un conjunto difuso que no estd definido en los intervalos especificados
por la particion difusa inicial. En este segundo caso esta muy recomendado el uso
de la informacién codificada en los padres para explorar el espacio de busqueda
tratando de descubrir nuevas zonas prometedoras.

De este modo, aplicaremos un operador de cruce simple sobre ambas partes del
cromosoma del siguiente modo: generaremos un punto de cruce aleatorio pc en ('
y cruzaremos ambos padres a partir de las posiciones pe (perteneciente a C) y
n+ 14 (3-pec) (contenida en Cy). El operador de cruce simple se aplica de este
modo en ambas partes del cromosoma, C'; y (5, dando lugar a la obtencion de dos
descendientes coherentes.

Mostraremos un ejemplo para clarificar la aplicacion del operador de cruce simple.
Sean

Cr = (C1y oo 5 Cpes Cpoqls - ooy Crgels Gy s Doy s Copy ooy ey by oy

b b

acpc-l-l? Cpc+17ccpc+17 st 7acn+17 Cn+4+12? ccn-l-l)

I / / / ! / / ! / /
Cl=(c,..., Ches Ce 1+ vy Crgr s @5 OL Sl s a, b, .c. .
! / / ! / /
Cpe+1? Cpet1’? ccpc+17 Tt acn+17 Cn41? Cn-l—l)

los individuos que van a ser cruzados a partir del punto pc. Los dos descendientes
obtenidos a partir del operador de cruce simple son los siguientes:

_ ! !
Ct-l-l - (Cl7 <o Cpey cpc-|—17 -5 Chaqy aC1vbC1 3 Cepy v vy lepes bCpc? Cepes
! ! ! ! ! !
acpc+1 Y bcpc+1 Y ccpc+1 PARE acn+1 Y bcn+1 Y ccn+1)
r ! ! ! ! ! ! !
T U P A N TN AT IS Y A A a, b, .c. .
anc? bCpc? cCpc? Tty acn-l-l Y bcn-l-l Y ccn-l-l)
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De esta forma, el proceso global de recombinacién permite al AE alcanzar un equilibrio
adecuado entre la exploracion y la explotaciéon en la bisqueda que lleva a cabo sobre el es-
pacio de soluciones. El comportamiento esperado consiste en una fase inicial, en la que se
efectiian un numero elevado de cruces simples y uno muy bajo de cruces max-min-aritméti-
cos (igual a cero en la gran mayoria de los casos). En esta primera fase, el AE desarrolla
una fuerte exploracion, localizando las zonas prometedoras y distribuyendo individuos en
ellas a lo largo de algunas generaciones. A partir de este momento comienza una nueva
fase caracterizada por el incremento de la explotacién de estas zonas y por el decremento
de la exploracion del espacio. Con ello, el nimero de cruces de tipo max-min-aritmético
crece enormemente y la aplicacion del cruce simple disminuye proporcionalmente. En la
seccion siguiente, mostraremos un ejemplo de este comportamiento en la practica.

Estrategia de Evolucién: El dltimo operador genético considerado es una EE-(1 4+ 1).
Esta técnica evolutiva de optimizacion ha sido escogida e integrada en el proceso genético,
para llevar a cabo un ajuste local de los mejores individuos de la poblacién (es decir, de
las mejores reglas) obtenidos en cada generacion. Cada vez que se efectia una iteracion
del AG, la EE se aplica sobre un porcentaje o € [0, 1] de los M individuos contenidos en la
poblacién actual. Concretamente, se consideran los oo~ M mejores individuos de la misma,
sin tener en cuenta los repetidos. De este modo, este tltimo operador permite desarrollar
de nuevo una explotacion fuerte sobre las zonas prometedoras del espacio halladas en cada
generacion, ajustando la segunda parte, Cy, de los cromosomas localizados en ellas.

Las bases de la EE empleada fueron presentadas en la seccion 2.1.2.1 del capitulo 2.
En este caso, los cambios que es necesario llevar a cabo sobre el esquema general para
poder emplear este AE son mas sencillos que los efectuados en el algoritmo presentado
en la seccién 5.1.2 de este mismo capitulo. Puesto que el SBRDE actual se basa en
una semantica libre restringida, los parametros reales que constituyen el individuo tienen
asociados intervalos de variacion concretos cuya interseccion es vacia. Este hecho da lugar
a que no sea necesario efectuar una mutacién incremental de dichos parametros, sino que
baste con trabajar de la forma habitual.

Asi, el tnico cambio a realizar sera el definir distintos tamanos de paso asociados a
cada variable. De nuevo, es necesario considerar esta caracteristica ya que, con el esquema
de representacion en forma de tuplas con tres valores reales empleado en la segunda parte
del cromosoma, cada tres valores consecutivos estaran definidos en universos de discurso
distintos, por lo que el empleo de un unico tamano de paso ¢ es insuficiente para llevar a
cabo un proceso de mutacion con éxito.

En este caso, la definicion es mas sencilla, ya que no es necesario alterar, en cada paso
de la EE, el valor de la componente s, encargada de adecuar el tamano de paso global o
al empleado por cada variable concreta. Esto se debe a que, al considerar una semaéntica
libre restringida, los intervalos de variacién son fijos a lo largo de toda la ejecucién.

Con ello, cada componente ¢; de Cy que pueda variar en el intervalo [c., cf] tendra aso-
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. ~ . s Cd—Ci 7
ciado su tamano de paso individual o con s; = %%, Asi, cuando o tome valor 1 en
la primera iteracién de la EE, nos aseguramos la obtenciéon de un gran nimero de valo-

. . cd_ct  d_gt .
res normales zj contenidos en el intervalo |-, 2] Todos estos valores, junto con

. . cz—cﬁC cz—cﬁC cz—C}‘C Cz—cﬁC
los que caigan en los intervalos [—=5-%, ——k] y [k k] dan como resultado una

mutaciéon con éxito (es decir, provocan que el valor ¢; + zj correspondiente pertenezca al
intervalo de variacién asociado a ¢, [ci, c?]). En el caso en que este valor no pertenezca al
intervalo en el que ha de estar definido, se asociard al valor mutado ¢}, el valor del extremo

del intervalo, ¢} o ¢}, mas cercano a c;, + 2.

Como puede observarse, la EE disenada mantiene el enfoque de semantica libre res-
tringida seguido por el proceso de generaciéon de reglas.

A modo de resumen de los conceptos introducidos en esta seccién, presentamos a
continuacién un algoritmo que recoge el modo de funcionamiento global del proceso de
aplicacion de los distintos operadores genéticos. La figura 5.2 muestra graficamente el
ambito de aplicacion de dichos operadores.

C G

Cl Cn Cn+1a bl Ccl acn bch CCn acf:\+1 bCn+1 c:Cn+l

Cruce max-min-aritmetico
Mutacion no uniforme
Estrategia de Evolucion

Cruce Simple
Mutacion de Thrift

Figura 5.2. Esquema de representacion y ambito de aplicacion de los operadores empleados

1. Caleular la cantidad n. de parejas de individuos pertenecientes a P(t) que van a ser
cruzados a partir del valor de la probabilidad de cruce P..

2. Mientras (n. > 0)

(a) Seleccionar aleatoriamente la pareja de padres que van a ser recombinados.

(b) Si (Ci(padre) = Ci(madre))
entonces mantener los valores de Cy y efectuar un cruce maz-min-aritmético
en Cy para obtener dos descendientes;
en otro caso, efectuar un cruce stimple en Cy y Cs.

(¢) n. n.—1.
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3. Calcular el nimero n,, de genes que van a ser mutados a partir del valor de la
probabilidad de mutacion P,,.

4. Mientras (nm, >0)

(a) Seleccionar aleatoriamente el padre y el gen concreto que van a ser mutados.

(b) Si (el gen pertenece a Cy)
entonces llevar a cabo la mutacion de Thrift en dicho gen de Cy y actualizar
los valores de la parte de cromosoma correspondiente en Cy, para reflejar la
forma del nuevo conjunto difuso que toma como valor la variable mutada en la
particion inicial;
en otro caso efectuar una mutacion no uniforme sobre el gen de Cs.

(¢) Ny < Ny — 1.

5. Calcular el nimero n.. = o - M de individuos sobre los que se aplicard la FE

y ordenar en orden decreciente la poblacion actual, considerando unicamente los
cromosomas no repetidos.

6. Mientras (nee > 0)

(a) Seleccionar el siguiente padre que va a ser ajustado localmente.
(b) Ejecutar la EE-(1 + 1) sobre la parte Cy de éste.

(¢) Nee ¢ Nee — 1.

Para finalizar, indicaremos que el mecanismo de seleccion considerado es el muestreo
universal estocastico de Baker, introducido en el capitulo 2, junto con el modelo de selec-
cién elitista.

5.2.3 Aplicacién del Sistema Basado en Reglas Difusas Evoluti-
vo Propuesto en el Modelado Difuso de Algunas Funciones
Tridimensionales

Para la experimentacion realizada en la seccion actual, hemos trabajado con los mismos
valores de parametros mostrados en la seccion 5.1.4 de este mismo capitulo. El unico
cambio se produce en la primera fase del aprendizaje en la que, en esta ocasion, trabajamos
con un AE hibrido entre un AG y una EE, cuyos parametros toman los valores siguientes:

e Tamano de la poblacion: N = 61.

e Valores de las probabilidades de cruce y mutacién: P. = 0.6 y P, = 0.1 (por
individuo).
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Numero de generaciones: 100.

Valores asociados al operador de cruce max-min-aritmético y a la mutacién no uni-
forme (véase la seccién 2.1.1.3 del capitulo 2): « =0.35y b= 5.

Porcentaje de individuos sobre los que se aplica la EE-(1 + 1) en cada generacion:
a=10.2

Numero de iteraciones sin obtener mejora antes de finalizar la ejecucion de la EE-

(1+1): 25.

Valor del parametro ¢ de la regla de éxito é de Rechenberg empleada en la EE (véase
la seccién 2.1.2.1 del capitulo 2): 0.9.

Los resultados obtenidos en la aplicacion del segundo SBRDE presentado en el capitulo
actual en el modelado difuso de las cuatro funciones son los recogidos en la tabla 5.2.

Tabla 5.2. Resultados obtenidos por el SBRDE propuesto en el modelado difuso de las
funciones Fy, Iy, F5y Fy

Generacion Multisimplificacion Ajuste
FUHCiéH #R ECentr Ecprue #R ECentr Ecprue ECentr Ecprue
Fy 86  4.100004 2.273936 56  2.585311 1.798171 1.517401 1.100314

57 2545355 1.710012 1.244670 0.846199
59  2.710044 1.838420 1.261368 0.953937

Fy 92 0.275656 0.161006 55  0.160458 0.111845 0.092998 0.066488
58 0.165595 0.103664 0.094580 0.033741
58 0.167173  0.112521 0.096423  0.065204

Fy 84  62129.07 48970.94 39  32928.77 22817.41 17561.98 15272.32
40 32879.96 22778.24 20047.66 12137.11
40 33962.44 22893.66 18728.33 10875.79

Fy 251 0.289239 0.346819 170 0.222864 0.256048 0.202673 0.214119
166 0.223572  0.266738  0.203139  0.229625
167  0.222669 0.268000 0.203584 0.236712

En lo que respecta al comportamiento del proceso genético de multisimplificacion en
esta ocasion, es de nuevo muy adecuado. En las funciones £y, Fy v F5 se obtienen mejores
modelos difusos a partir de las definiciones posteriores. En concreto, en la primera de las
funciones, los dos modelos obtenidos a partir de la segunda y la tercera definicién gene-
radas para la BRD aproximan mejor el conjunto de entrenamiento y generalizan mejor el
conjunto de prueba que el modelo obtenido a partir de la primera. En la segunda funciéon
se presenta una situacién muy similar, pero sélo con respecto al nivel de generalizacion,
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ya que los dos modelos posteriores generalizan mejor que el primero. La segunda defini-
cién consigue reducir a la mitad el error de la primera sobre el conjunto de prueba. El
modelado difuso de la funcién F3 presenta un comportamiento idéntico, ya que las dos
definiciones posteriores generalizan mejor que la original, aunque en esta ocasion el me-
jor modelo global se obtiene a partir de la tercera. Finalmente, en la cuarta funcion, el
proceso genético de multisimplificacion no consigue mejorar el error asociado a la primera
definiciéon obtenida sobre ninguno de los dos conjuntos.

Por otro lado, los experimentos realizados han servido para cerciorarnos de que el
comportamiento de los operadores de cruce empleados en el método de generacion es el
que introduciamos en la seccién 5.2.2.4. Recordemos que dicho comportamiento consistia
en una fase inicial, en la que se efectuaban un numero muy elevado de cruces simples y uno
muy bajo de cruces max-min-aritméticos, que gradualmente iba cambiando hasta llegar a
una segunda fase, en la que la proporcién era totalmente la inversa. La figura 5.3 muestra
una representacion grafica del comportamiento de estos operadores, que corrobora las
ideas preconcebidas. Para dibujar dicha figura, hemos hecho uso de los datos recogidos en
la primera generacién de uno de los experimentos realizados con la funcién F;, aunque el
comportamiento mostrado se alcanza en casi todos ellos.
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Figura 5.3. Numero de cruces por generaciéon en una ejecuciéon de un experimento realizado
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Finalmente, podemos observar que, al igual que ocurria en los experimentos presen-
tados en la seccion 5.1.4, los modelos difusos obtenidos para las funciones simples F; y
Fy se comportan mucho peor que los modelos cualitativos generados a partir del SBRDE
para el aprendizaje de BCs descriptivas presentado en el capitulo anterior, mientras que
el rendimiento de los modelos difusos obtenidos para las funciones complejas F5 y Fy es
muy superior al de los modelos cualitativos generados en dicho capitulo. Trataremos con
mas profundidad este tema en la seccién siguiente.
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5.3 Estudio Comparativo del Comportamiento de los
dos Sistemas Basados en Reglas Difusas Evolutivos
Propuestos y Analisis de los Resultados Obtenidos

En esta seccién, vamos a comparar los resultados obtenidos empleando los dos SBR-
DEs para la generacion automatica de BRDs aproximativas de tipo Mamdani presentados
en este capitulo con los obtenidos a partir de otros dos métodos en el modelado difuso
de las cuatro funciones consideradas. Los dos nuevos SBRDEs considerados posibilitan la
generacion de una BRD aproximativa de tipo Mamdani en dos fases, en las que, respecti-
vamente, se hace uso de un algoritmo inductivo para generar una definicién preliminar de
ésta y se ajusta la semantica de las reglas existentes en la misma de un modo individual,
mediante el proceso genético de ajuste empleado como tercera etapa en nuestros SBRDEs.
La diferencia entre ambos radica en el algoritmo inductivo de generacién de reglas em-
pleado en la primera etapa, que en el primer caso es el de Wang y Mendel (WM) [WM92],
presentado en el Apéndice B de esta memoria, por lo que la primera definicién de la BC
obtenida es descriptiva y no aproximativa (se convertira en aproximativa tras el proceso
de ajuste); y en el segundo caso es el Algoritmo de Conteo Ponderado (ACP) [BD95],
presentado en el Apéndice C, el cual si genera directamente una BRD aproximativa de
tipo Mamdani.

En resumen, los cuatro SBRDEs considerados para llevar a cabo el estudio comparativo
seran los siguientes:

A1l. Un SBRDE en dos etapas compuesto por el algoritmo de WM como primera fase y
el proceso genético de ajuste como segunda.

A2. Un SBRDE en dos etapas compuesto por el ACP y el proceso genético de ajuste
comentado.

A3. El SBRDE en tres etapas basado en semantica libre no restringida, propuesto en la
seccion 5.1 de este capitulo.

A4. El SBRDE en tres etapas basado en semantica libre restringida, propuesto en la
seccion 5.2 de este capitulo.

Las ejecuciones del proceso genético de ajuste que constituye la segunda fase de los
SBRDEs en dos etapas A1 y A2 han sido realizadas considerando los mismos valores de
parametros empleados en la tercera fase de los SBRDEs A3 y A4. En lo que respecta a
los dos procesos de generacion inductivos, en ambos se ha hecho uso de la misma definicién
inicial de las particiones difusas presentada en el Apéndice A. En el primero de ellos, el de
WM, se han considerado estas particiones como una definiciéon inicial de la BD, mientras
que en el segundo, se han empleado los soportes de los distintos conjuntos difusos incluidos



Dos Sistemas Basados en Reglas Difusas Evolutivos para el Aprendizaje de Bases de Reglas Difusas
170 Aprozimativas de tipo Mamdan:

Tabla 5.3. Resultados obtenidos en el modelado difuso de la funcidon £

Generacion Multisimplificacién Ajuste
SBRDE  #R  ECeu,  ECpue #RB  ECoqu  ECpue  ECeu  ECpn.
Al 49  2.048137 2.255928 0.453033  0.454395
A2 49  3.156302 2.403974 1.133428  0.802255
A3 128 4.104345 3.552771 79  2.564189 2.097277 1.429367 0.911785
A4 86  4.100004 2.273936 57  2.545355 1.710012 1.244670 0.846199
Tabla 5.4. Resultados obtenidos en el modelado difuso de la funcién £
Generacion Multisimplificacion Ajuste
SBRDE #R  ECouy  ECpu #R  ECoy  ECpu  ECouy  ECpu
Al 49  0.194386 0.044466 0.056292  0.021056
A2 49 0.288179 0.138665 0.174549  0.079568
A3 132 0.191232 0.105817 86  0.094095 0.092310 0.056008 0.055712
A4 92  0.275656 0.161006 58  0.165595 0.103664 0.094580 0.033741

en ellas para definir los intervalos de actuacion necesarios para ejecutar el ACP (véase el
Apéndice C). El valor del pardmetro ¢ considerado para este tltimo proceso ha sido 0.5
en todos los casos.

Las tablas 5.3 a 5.6 recogen los resultados obtenidos a partir de los cuatro SBRDEs en el
modelado difuso. En este caso, dichos resultados requieren un analisis mas en profundidad,
debido a que las caracteristicas presentadas por los distintos SBRDEs comparados hacen
que cada uno de ellos sea mas adecuado para un tipo de problema.

Podemos observar, en primer lugar, como los cuatro procesos evolutivos de aprendizaje
de BRDs aproximativas de tipo Mamdani obtienen peores resultados que los que permitian
disenar SBRDs descriptivos del mismo tipo, presentados en el capitulo anterior, en el
modelado de las funciones F; y F,. Este comportamiento se debe a la sencillez de dichas
funciones, aspecto que hace que sea mas adecuado afrontar su modelado mediante un
SBRD descriptivo. Como ya comentdbamos en el capitulo 1, estos tultimos sistemas se
adecuan mejor al modelado de funciones muy suaves debido a que, al considerar unas
particiones difusas globales que definen la semantica de todos los términos empleados en
las reglas lingitisticas de la BC, el nivel de interaccion entre los conjuntos difusos existentes
en dichas particiones se mantiene constante para todos ellos. Este hecho beneficia el
modelado de superficies suaves con pocos cambios. De hecho, puede observarse que el
SBRDE aproximativo que mejor comportamiento presenta en las dos primeras funciones
es el notado como A1, el cual estaba compuesto por un proceso de generaciéon de reglas
descriptivas de tipo Mamdani.

En cambio, el nivel de interaccion existente entre los conjuntos difusos incluidos en
reglas vecinas que forman las BRDs aproximativas es variable y depende de cada pareja
de reglas concreta. Aunque esta caracteristica es deseable para funciones muy complejas,
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Tabla 5.5. Resultados obtenidos en el modelado difuso de la funcion Fs

Generacion Multisimplificacién Ajuste
SBRDE  #R  ECeu  ECpue #B ECqu  ECuue  ECeoy  ECpu.
Al 49  172530.0 206244.0 56709.97 47528.77
A2 49  86748.00 81319.68 56626.56 52188.98
A3 116 85249.51 69674.67 65  47023.69 34197.37 31470.95 25310.40
A4 84  62129.07 48970.94 40  33962.44 22893.66 18728.33 10875.79
Tabla 5.6. Resultados obtenidos en el modelado difuso de la funcion Fy
Generacion Multisimplificacion Ajuste
SBRDE #R  ECouy  ECpue #R  BCote  ECpue  ECoup  ECh
Al 49  1.778353 2.049079 1.018829 1.203226
A2 49  0.494001 0.536226 0.456672 0.481369
A3 368 0.287001 0.342191 253 0.183342 0.211726 0.169827 0.196127
A4 251  0.289239 0.346819 170 0.222864 0.256048 0.202673 0.214119

en las que pequenos cambios en las entradas tienen asociados grandes cambios en la
salida, resulta perjudicial para el modelado de funciones sencillas, en las que un nivel
de interaccion fijo y constante para todas las reglas da lugar a la obtenciéon de mejores
resultados. Este efecto sera tanto mas perjudicial cuantas mas reglas contenga la BRD
ya que, en ese caso, los niveles de interaccion seran mads variados y numerosos, como
puede observarse en los resultados obtenidos por los modelados difusos en las funciones
comentadas.

Centrandonos ya en las funciones mas complejas, como la Fj, la cual es fuertemente
multimodal en una zona del espacio y presenta una complejidad muy baja en otra zona
muy amplia del mismo, y la Fy que, como se puede observar en su representacion grafica,
es una funcion fuertemente multimodal con cambios muy bruscos en todo su espacio de
definicion, los resultados obtenidos por los SBRDEs propuestos en este capitulo mejoran
ampliamente los asociados a los otros dos SBRDEs basados en generaciones inductivas.
Dentro del buen rendimiento de ambos, constatamos el hecho esperado de que cada uno
de estos sistemas presenta un comportamiento mejor, dependiendo de la complejidad de
la funcion modelada. Mientras que el SBRDE A3 que, recordemos, estaba basado en
el enfoque de semantica libre no restringida, consigue un modelado mas exacto para
la funcién altamente compleja F'4, el segundo SBRDE propuesto, A4, basado en una
semantica libre restringida, es el mas adecuado para funciones con un nivel de complejidad
intermedio como la F5.

En lo que respecta al numero de reglas contenidas en las BRDs, los experimentos
realizados permiten constatar también el hecho de que los SBRDs descriptivos presentan
siempre un numero de reglas superior al de los SBRDs aproximativos trabajando con
los mismos problemas. Este hecho puede constatarse si se compara el numero de reglas
existentes en las BRDs mostradas en las tablas 5.3 a 5.6 presentadas en esta seccién con
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las contenidas en las BCs recogidas en las tablas 4.5 a 4.8 presentadas en la seccién 4.5.2
del capitulo anterior.

Finalmente, las figuras 5.4 a 5.7 muestran las representaciones graficas de los mejo-
res modelos obtenidos para cada funcion, empleando los cuatro procesos evolutivos de
aprendizaje considerados.



Estudio Comparativo del Comportamiento de los dos Sistemas Basados en Reglas Difusas Evolutivos
Propuestos y Andlisis de los Resultados Obtenidos 173

S
QORy
i&’:"“
BRI
LB
- RN LRI P
QRN 17T T 77+ T
SRR AL T 772 ] K %,
SRR it 2 [ [ SRR R TR
SRS A KR
RIS ZSL T S A2 L R AL AL, Z

R
AR

5 -5
-5 -5
£
(LT
SRR
LRI R
LR LTI
e OOV 2o LRTNLRN _
&5‘;2\"\"2\’!3’3""%.. AT iz‘@’\‘wm. e
RO I L T AR N e T
N 0 s 77 7 NN RS T ] ] 1] [
RSN LR T T A R AR Rt p L [ A7 12
RSN AL L o SRR e | [ s
RS S e
5 -5

-5 -5

Figura 5.4. Representaciones graficas de los cuatro modelados obtenidos para la funcion
Fy empleando los procesos A1 (arriba a la izquierda), A2 (arriba a la derecha), A3 (abajo
a la izquierda) y A4 (abajo a la derecha)
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Figura 5.5. Representaciones graficas de los cuatro modelados obtenidos para la funcion
F5 empleando los procesos A1 (arriba a la izquierda), A2 (arriba a la derecha), A3 (abajo
a la izquierda) y A4 (abajo a la derecha)
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Figura 5.6. Representaciones graficas de los cuatro modelados obtenidos para la funcion
F5 empleando los procesos A1 (arriba a la izquierda), A2 (arriba a la derecha), A3 (abajo
a la izquierda) y A4 (abajo a la derecha)
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Figura 5.7. Representaciones graficas de los cuatro modelados obtenidos para la funcion
Fy empleando los procesos A1 (arriba a la izquierda), A2 (arriba a la derecha), A3 (abajo
a la izquierda) y A4 (abajo a la derecha)



Capitulo 6

Un Sistema Basado en Reglas Difusas
Evolutivo para el Aprendizaje de Bases
de Conocimiento de tipo TSK

El SBRD de tipo TSK fue propuesto para ser disefiado a partir de ejemplos [T'S85], lo
que justifica el uso tan extendido que ha llegado a alcanzar. Han sido muchas las técnicas
que se han empleado para generar la BC TSK desde que Takagi y Sugeno propusieron
su enfoque basado en el método de minimos cuadrados en [TS85]. Entre otras, podemos
encontrar Redes Neuronales [THI1, TSKK92], técnicas de descenso de gradiente [NHW91]
y métodos hibridos (reglas de aprendizaje compuestas por los métodos de minimos cua-
drados y de descenso de gradiente [Jan93a]). El uso de los AEs, tanto especificos, AGs
[LT93b, LT93a, LT96, YG95] y EEs [LS95], como hibridos [1.S95, Wie94], se ha extendido

bastante en los ultimos anos.

Dedicaremos este capitulo a introducir un SBRDE para la generacién de BCs de tipo
TSK. Para construir dicho proceso evolutivo de aprendizaje, haremos uso de las recomen-
daciones presentadas en el capitulo 3 para aquellos casos en los que la BC a generar es de
este tipo. Recordemos que, en este caso, no es posible estudiar el cubrimiento que la regla
difusa manejada produce sobre el conjunto de ejemplos, debido a que ésta no presenta un
consecuente difuso. Este hecho impide el empleo de criterios frecuentistas en la etapa de
generacion de reglas. Asi, la funcion de adaptacion considerada en la primera etapa del
aprendizaje se puede basar en una medida local de error que permita afrontar parte del
problema de cooperacién entre reglas en dicha fase del aprendizaje.

Por otro lado, el SBRDE propuesto estara constituido inicamente por dos fases, debido
a que la composicion del proceso evolutivo de generaciéon de reglas difusas de tipo TSK
hace que la BC generada no necesite ser simplificada. En este caso, el proceso evolutivo de
refinamiento sera el que afronte la tarea de mejorar el nivel de cooperacién existente entre
las reglas generadas en la primera fase. Dicha mejora se realizara mediante la adaptacion
de las funciones de pertenencia contenidas en los antecedentes, asi como de los parametros
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que componen los consecuentes, pero sin tener que eliminar reglas que cooperen mal con
el resto.

El capitulo esta formado por cuatro secciones. La primera de ellas introducird bre-
vemente la estructura en dos etapas del SBRDE global, mientras que las dos siguientes
estaran dedicadas a cada una de ellas en particular, al proceso evolutivo de generacion de
reglas difusas TSK y al proceso evolutivo de refinamiento. Finalmente, la ultima secciéon
se centrara en el estudio del comportamiento del SBRDE propuesto en el modelado de las
cuatro funciones consideradas en los capitulos anteriores.

6.1 Estructura del Sistema Basado en Reglas Difusas
Evolutivo en Varias Etapas

Como ya hemos comentado, el SBRDE para el aprendizaje de BCs de tipo TSK pre-
sentado en el capitulo actual esta formado por los dos procesos siguientes:

1. Un proceso evolutivo de generacion de reglas de tipo TSK que permite obtener una
definicion preliminar de una BC formada por reglas de este tipo a partir de la infor-
macién numérica disponible. Este primer proceso esta basado en un método iterativo
de generacion de antecedentes, que sustituye al método iterativo de cubrimiento con-
siderado en los SBRDEs que manejaban BCs de tipo Mamdani, presentados en los
capitulos anteriores; y un método evolutivo de aprendizaje de consecuentes TSK.

El primero de ellos genera todas las combinaciones de antecedentes posibles, de
acuerdo a la particién difusa considerada para los espacios de entrada, y estudia la
existencia de ejemplos en los subespacios difusos multidimensionales asi obtenidos.
Cada vez que se confirma la existencia de datos en un subespacio concreto, el método
de generacion de antecedentes aplica el método de aprendizaje de consecuentes para
determinar la relaciéon lineal parcial de entrada-salida que la regla TSK en cuestion
define en el mismo. Para ello, hace uso del conjunto de ejemplos existentes en dicho
subespacio. Este iltimo método se basa en una K'E — (1, A) que hace uso del esque-
ma de representacion de consecuentes de tipo TSK propuesto en la seccién 3.2.1.4
del capitulo 3, la codificacion angular, y que esta guiada por una funcion de adap-
tacion compuesta por la medida local de error propuesta en la seccion 3.1.2.3 de ese
mismo capitulo. La poblacién inicial del AE se inicializa utilizando el conocimiento
contenido en el conjunto de entrenamiento, siguiendo las pautas especificadas por la
metodologia evolutiva de aprendizaje.

2. Un proceso evolutivo de refinamiento, encargado de ajustar tanto las definiciones
preliminares de las funciones de pertenencia de los antecedentes, como las de los
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parametros que componen los consecuentes de las reglas contenidas en la BC gene-
rada en el proceso anterior. Este proceso se implementa por medio de un AE basado
en un AG con codificacion real que incluye una EE — (1 + 1) como un operador
genético mas, tal y como se hacia en el proceso de generacion de reglas aproximativas
de tipo Mamdani con semantica libre restringida presentado en la seccién 5.2.2 del
capitulo 5. El algoritmo trabaja sobre cromosomas que codifican la BC al completo
y ajustan la definicién preliminar obtenida con objeto de conseguir la mejor coope-
racion posible entre las reglas difusas que la componen. La funciéon de adaptacion
considerada esta compuesta por una medida global de error, mas adecuada para el
objetivo a alcanzar. De nuevo, se hace uso del conocimiento disponible para generar
la poblacion inicial. En este caso, se tiene en cuenta la definicion preliminar de la
BC TSK para esta inicializacion.

Como veremos en las dos secciones siguientes, dedicadas a introducir ambos procesos,
el SBRDE propuesto presenta algunos aspectos importantes a destacar:

e Por un lado, como ya hemos indicado, el método iterativo de generacién de antece-
dentes trabaja directamente con los subespacios difusos de entrada, lo que da lugar
a que no sea necesario penalizar las reglas difusas ya generadas, como se suele hacer
habitualmente en los procesos evolutivos de aprendizaje basados en el enfoque AIR.
Este hecho se debe a que, siguiendo esta forma de trabajo, el subespacio difuso de
entrada en cuestion no volvera a ser considerado en el proceso de generacion, por lo
que la penalizacion de la zona del espacio de busqueda asociada a dicho subespacio
es total.

e Debido a este modo de trabajo, no es necesario llevar a cabo un proceso de simpli-
ficacion o seleccion de las reglas que componen la primera definicion de la BC TSK
obtenida, ya que no existen reglas con un nivel de cooperacién tan inadecuado con
las restantes, como para dar lugar a que sean eliminadas. La medida local de error
provoca que las reglas localizadas en subespacios difusos de entrada vecinos puedan
cooperar de forma adecuada, por lo que el empleo del proceso evolutivo de refina-
miento es suficiente para obtener una BC final con un buen nivel de cooperaciéon
entre las reglas que la componen.

6.2 El Proceso Evolutivo de Generaciéon de Reglas de
Tipo TSK

La primera fase del proceso presentado estd formada por dos componentes, el método
evolutivo de aprendizaje de consecuentes TSK y el método iterativo de generacion de
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antecedentes. Dedicaremos las dos secciones siguientes a introducir la composicién de
cada uno de ellos.

6.2.1 EIl Método Evolutivo de Aprendizaje de Consecuentes TSK

Como hemos comentado, el método evolutivo de aprendizaje de consecuentes TSK esta ba-
sado en una KE — (u, A). Para los aspectos basicos relacionados con este tipo concreto
de AE véase la seccion 2.1.2.2 del capitulo 2. En las secciones siguientes introduciremos
cada uno de los componentes que definen nuestro algoritmo.

6.2.1.1 El esquema de representacion

Cada individuo codificara una definicion posible de consecuente para el antecedente en
cuestion. Con ello, la dimension del vector de variables objeto estd determinada por el
numero de variables de entrada del sistema. En el caso en que dicho sistema trabaje con
ve variables de entrada, los consecuentes de las reglas contenidas en su BC vienen especi-
ficados por ve + 1 parametros, como se observa en la definicién general que mostramos a
continuacion:

Y:pl'Xl‘l'---‘l'pve'Xve‘l'pO — ﬁ:(pov---vpve)

El esquema de representacion se basa en codificar los componentes de este vector
de parametros, p, en el vector objeto del individuo, ¥, haciendo uso de la codificaciéon
angular propuesta en la seccion 3.2.1.4 del capitulo 3. La dimension del vector objeto &
considerado sera, por tanto, n = ve + 1.

6.2.1.2 La generacion de la poblacion inicial

La inicializacion de la primera poblacién que maneja la EE se efectia haciendo uso del
conocimiento disponible en el conjunto de entrenamiento del que se dispone, F,. Para
ello, obtendremos el conjunto de ejemplos positivos para el antecedente de la regla, F, a
partir de la informacion numérica disponible en dicho conjunto, y calcularemos una serie
de indices y un subconjunto de los ejemplos positivos a un grado alto, Fy. Emplearemos
estos elementos para generar los valores de las componentes de las variables objeto en
los individuos existentes en la primera poblacién de un modo adecuado. A continuacion,
presentamos las expresiones de los indices y del subconjunto comentados:
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donde los ¢; = (ex!, ... exl ey'), I =1,... |E|, son los ejemplos contenidos en E;y h! =

T(Ai(exl), ..., A,(ex!)) es el grado de emparejamiento existente entre las componentes
de entrada, ex’, de cada uno de esos ejemplos y los antecedentes de la regla difusa TSK
para la que se estd aprendiendo el consecuente (T es una t-norma).

Como puede observarse, los tres primeros representan, respectivamente, los valores
medio, minimo y maximo de la variable de salida en los ejemplos positivos de la regla
actual. El conjunto Ey, en cambio, contiene los ejemplos mas significativos de ese con-
junto, es decir, aquellos que se emparejan con el antecedente de la regla en un grado lo
suficientemente alto. Este grado se define como un porcentaje 6 € [0.5, 1], especificado
por el disenador del SBRD, del maximo grado de emparejamiento h,,,, existente en el
conjunto de ejemplos positivos para la regla.

Asi, la generacién de los componentes del vector objeto & se lleva a cabo mediante los
tres pasos siguientes, que permiten obtener una primera poblacién formada por individuos
que puedan constituir buenas soluciones al problema planteado:

1. Se genera el vector objeto del primer individuo #; inicializando los n — 1 parametros
asociados a las variables p; (i = 1,...,ve) al valor 0, y el término independiente po
con el valor de la codificacién angular de ymeq, C(Ymed), -

2. Se generan los vectores objeto de los v individuos siguientes, T5,...,Z 41, con el
valor v € {0,...,u — 1} especificado por el disefiador del SBRD, inicializando los
n — 1 parametros p;, © = 1,...,ve, al valor 0, y el término independiente py con el
valor de la codificacion angular C'(u) de un uniforme u generado aleatoriamente en

[ymina ymax] .

3. Se generan los vectores objeto de los u — (v + 1) individuos restantes, &4, ..., Z,,
inicializando los parametros p;, t = 1,...,ve, con el valor de la codificacién angular
C'(u) de un uniforme u generado aleatoriamente en (—7,7), v el término indepen-

diente con el valor de la codificacién angular del resultado de una operacion efectuada
sobre un elemento seleccionado aleatoriamente de Ejy, de modo que se asegure que
el consecuente generado corta a la nube de puntos definida por Ej.

Como comentamos en el capitulo 3, la codificacién angular esta basada en una trans-
formacion no lineal. Este hecho ha de ser tenido en cuenta a la hora de generar la
poblacion inicial del AE, para lo que se debe emplear una distribucién de proba-
bilidad no uniforme. Puesto que con valores angulares pequenos se cubren zonas
grandes del espacio de busqueda, parece interesante generar valores pequenos para
los parametros p; en este tercer paso. Para ello, haremos uso de una funciéon modi-
ficadora que asigna una probabilidad mayor de apariciéon a los angulos pequenos de
acuerdo a un parametro ¢, proporcionado también por el diseniador del sistema. La
funcién considerada es la que mostramos a continuacion:
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0] x{=11} = (=5, %)

f(x,Z)ZZ'%'l'q

De este modo, la generacion de los individuos en este tercer paso se efectua del
siguiente modo:

Paraj=1,....0—(v+ 1)

a) Parai=1,...,ve
a.l) Se genera aleatoriamente x en [0, 1].
a.2) Se genera aleatoriamente z en {—1,1}.
a.3) Se inicializa p; a f(z, z).

b) Se genera el valor de po:

b.1) Se selecciona aleatoriamente e; de Fjg.
b.2) Se inicializa py a ey’ — S22, C~1(py) - e:z;i, donde C~1(3) = tan(f) es la
inversa de C.

La filosofia de generaciéon de individuos considerada provoca que los consecuentes ini-
cializados corten a la nube de puntos definida por los elementos del conjunto de ejemplos
mas significativos, Fy, en todos los casos. Este hecho asegura un buen comportamiento
de las reglas codificadas desde el primer momento, facilitando asi la obtencion de buenas
soluciones por parte del proceso evolutivo.

Finalmente, todos los componentes de los vectores que especifican los valores de las
desviaciones tipicas, ¢, v los dngulos de rotacién, @ (cuando se consideran estos tltimos
en el proceso evolutivo), se inicializan respectivamente a 0.001 y a arctan (1).

6.2.1.3 La funcién de adaptacion

El proceso evolutivo que lleva a cabo la EE esta guiado por una funcién de adaptacion
compuesta unicamente por una medida local de error. Como comentdbamos en el capitulo
3 de esta memoria, el empleo de una medida de este tipo en la generacion de reglas de
tipo TSK en la primera fase del aprendizaje permite alcanzar los dos objetivos planteados:
establecer un buen proceso competitivo entre las reglas codificadas en los individuos de la
poblacién que permita obtener reglas con la mayor calidad posible y afrontar el problema
de cooperacion entre las reglas ya generadas para que la BC presente un buen rendimiento
a nivel global.

La expresiéon de la funcion de adaptacion considerada es la siguiente:

F(&;) = Z ht- (eyl — S(e:z;l))2

eleE
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donde E es el subconjunto de ejemplos existentes en el conjunto de entrenamiento F,
que estan contenidos en el subespacio difuso de entrada definido por los antecedentes de
la regla, h! = T'(A;(ex!),..., Ay (ex!)) es el grado de emparejamiento existente entre las
componentes de entrada, ex!, de cada uno de esos ejemplos y los antecedentes de dicha
regla. Por 1iltimo, S(ex!) es la salida que devuelve la regla difusa TSK codificada en 7; al

l

recibir ez’ como entrada.

6.2.1.4 Los operadores evolutivos

El proceso de adaptacion se lleva a cabo empleando los operadores habituales asociados
ala FFE — (u,A). Estos operadores de recombinacion de padres y de mutacion de los
distintos componentes de los tres vectores, ¥, & y &, que forman los individuos de la
poblacion pueden ser consultados en la seccion 2.1.2.2 del capitulo 2.

6.2.2 FEl Método Iterativo de Generaciéon de Antecedentes

Este método se lleva a cabo por medio de los siguientes pasos:

1. Se obtiene una definicion preliminar de las particiones difusas de los espacios aso-
ciados a las variables de entrada, bien a partir de conocimiento experto, o bien
mediante un proceso de normalizacion del tipo de los introducidos en el capitulo
1, es decir, dividiendo cada universo de discurso en un numero igual o distinto de
partes, seleccionando un tipo de funcién de pertenencia y asignando un conjunto
difuso concreto a cada subespacio.

2. Para cada subespacio difuso multidimensional obtenido combinando los subespacios
individuales de las variables de entrada mediante el operador de conjuncién y (es
decir, para cada combinacién de antecedentes posible):

(a) Se construye el subconjunto E compuesto por los ejemplos de entrenamiento
er, € I, localizados en el subespacio en cuestion, es decir, los ejemplos positivos
para el antecedente de la regla.

(b) Si |E| # 0, esto es, si existen ejemplos en el subespacio de entrada, se aplica el
método de aprendizaje de consecuentes TSK sobre el conjunto de datos E, para
determinar la relacion parcial de entrada-salida existente en dicho subespacio.
De este modo, el método no genera reglas para aquellas combinaciones de
antecedentes que no tengan ejemplos positivos en el conjunto de entrenamiento

E,.

(c¢) Se anade la regla generada a la definicion preliminar de la BC.
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6.3 El Proceso Evolutivo de Refinamiento de Bases de
Conocimiento de Tipo TSK

El proceso evolutivo de refinamiento es un proceso de ajuste que toma una BC de tipo
TSK como entrada y ajusta las definiciones preliminares de las funciones de pertenencia
y de los parametros empleados en los antecedentes y consecuentes de las reglas que la
componen. Este ajuste se efectia de acuerdo al comportamiento global de la BC que se
esta adaptando en el problema a resolver, representado en forma de conjunto de entrena-
miento. El proceso esta compuesto por un AG que incluye una FFE — (1 + 1) como un
operador genético mas para mejorar el proceso de bisqueda, siguiendo las recomendacio-
nes de la metodologia evolutiva de aprendizaje. FEl AE en cuestion esta guiado por una
funcion de adaptacion basada en una medida global de error.

En lo que respecta a las funciones de pertenencia que componen los antecedentes de las
reglas, seguiremos la filosofia de adaptacion basada en intervalos de variacion variables,
introducida en la seccion 3.4.1 del capitulo 3. Hemos escogido esta opcion en lugar de
la basada en intervalos fijos debido a que, aunque los conjuntos difusos obtenidos tras el
proceso evolutivo presentan un grado de interpretabilidad menor, permite un mayor grado
de libertad en la adaptacion lo que repercute en un mejor rendimiento del SBRD disenado
finalmente. De este modo, parece la opcion mas adecuada para un SBRD de tipo TSK,
que tiene asociado de por si un grado de interpretabilidad menor, debido a la estructura
de regla difusa que emplea.

A continuacién describiremos mas detenidamente los distintos componentes del proceso
evolutivo de refinamiento.

6.3.1 El esquema de representacion

Cada cromosoma C' que codifica una definicién distinta de la BC TSK esta formado por
dos partes distintas, C' y CZ%, que representan, respectivamente, las definiciones de las
funciones de pertenencia empleadas en los antecedentes y las de los pardmetros asociados
a los consecuentes de las distintas reglas difusas de la base.

De nuevo, trabajaremos con conjuntos difusos triangulares en las particiones difusas
consideradas y haremos uso de la representacién en forma de tupla con tres valores reales
(a,b,c) para caracterizar cada uno de ellos. Asi, representaremos cada particion difusa
mediante un vector compuesto por N; tuplas (3- N; valores reales) (a;, b, ¢;), [l =1,..., N;
donde N; es el numero de términos lingiiisticos existentes en la misma que son empleados
en las reglas contenidas en la BC, tal y como haciamos en el proceso genético de ajuste de
BCs descriptivas de tipo Mamdani presentado en la secciéon 4.4 del capitulo 4. La definiciéon
completa de todas las particiones difusas en un problema que tenga asociadas ve variables
de entrada se codifica en la primera parte C'' de cada cromosoma de la poblacién, C,
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concatenando las representaciones de las definiciones parciales de las particiones difusas
asociadas a cada una de ellas, como se muestra a continuacién:

1 _
Cl = (ait, b1, ¢ty ooy ain;, bing, Ging)

Cl=Cl e Ol

Al considerar, como ya hemos indicado, el enfoque basado en intervalos de variacién
variables, cada conjunto difuso triangular existente en la BD, D;; = (ai;,bij,¢;5), @ =
1,...,ve, 3 = 1,..., N;, tendra asociado un intervalo de variacion [D;(?m,DZL”] en el
que los tres parametros que lo definen podrdan variar libremente, siempre que la forma
resultante sea coherente. Los extremos de estos intervalos se calculan antes de la ejecuciéon
del proceso evolutivo de refinamiento, haciendo uso de las particiones difusas preliminares
consideradas en la fase anterior, procediendo del siguiente modo:

bij — CLZ']‘ Cij — bij

(D7, D] = [ag; — 5 Gt ]

Con ello, el intervalo de rendimiento de cada gen de C'! dependeréa de la funcién de
pertenencia a la que esté asociado. Cada uno de estos intervalos sera el intervalo de
variacién del gen correspondiente, ¢; € [ci, c¢?]. Si (f mod 3) = 1 entonces ¢; es el extremo
izquierdo del soporte del conjunto difuso definido por los parametros (¢, ¢i41, ¢i42) v los
intervalos de rendimiento asociados a cada uno de ellos son:

Cr € [C;,Cf] = [Dmmvct-l-l]
Ct1 € [Cfg+1acf+1] = [ct, it
2 € [Ciyy, ¢lyy] = [cig1, D]

donde D™™ y D™ son los extremos del intervalo de variacién asociado al conjunto difuso
definido por la tupla (e, ¢iq1, ¢i2). Tal y como se comenté en la seccién 3.4.1 del capitulo
3, estos valores son los tinicos, de entre los que definen los intervalos de variacion de los
genes, que permanecen constantes a lo largo de la ejecucion del AG.

En lo que respecta a la segunda parte del cromosoma, C?%, es la encargada de codi-
ficar los parametros de los consecuentes de cada regla difusa contenida en la definicion
preliminar de la BC TSK. Estd formada por T'- (ve + 1) genes, donde T' es el nimero de
reglas existentes en la BC y ve + 1 es el numero de parametros necesarios para definir el
consecuente de cada regla difusa de tipo TSK:

C?2 = (pios Pity -+ Dive)y 1=1,...,T
C?*=C}C3...C% .

Puesto que estos parametros se codifican haciendo uso de la codificacién angular, el

intervalo de variacién asociado a todos ellos es el mismo, (=7, 7).
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6.3.2 La generaciéon de la poblacién inicial

En esta segunda fase del aprendizaje, se emplea también el conocimiento disponible para
la inicializacion de la primera poblacion que manejara el AG. En este caso, de lo que se
hace uso es de la definicion preliminar de la BC TSK de la que se dispone. Sea M el
tamano de la poblacion inicial, la generacion de la misma se lleva a cabo mediante los tres
pasos siguientes:

1. La definicién preliminar de la BC recibida como entrada por el proceso se codifica
directamente en el primer cromosoma de la poblaciéon, Cf.

2. Los siguientes % — 1 cromosomas se inicializan generando aleatoriamente los valores
de los genes de la primera parte, C'!, dentro de los intervalos correspondientes y

codificando la definicién preliminar de los pardametros del consecuente en CZ.

3. Los restantes % se construyen inicializando C'' de la misma forma seguida en el
paso anterior y generando los valores de los genes de C'? anadiendo un valor alea-
torio distribuido segiin una normal N(0,d) a los valores de los genes de C? en los
cromosomas anteriores, es decir, a los de la definiciéon preliminar de la BC.

6.3.3 La funcion de adaptaciéon

Como ya hemos comentado, la funcién de adaptacion esta basada en una medida de error
global, el ECM, aplicado sobre los ejemplos contenidos en el conjunto de entrenamiento,
E,. De este modo, el valor de adaptacién asociado a un individuo C; se obtiene calculando
el error entre las salidas que devuelve el SBRD TSK que emplea la definicién de la BC
codificada en dicho cromosoma y los valores tedricos existentes en F,. La expresién de la
funcién de adaptacion es, por tanto, la que se muestra a continuacién:

1

P

> (ey' = S(ea'))?

eleEp

con las equivalencias habituales ya presentadas en esta memoria (véase, por ejemplo, la
seccion 3.3.1 del capitulo 3).

6.3.4 Los operadores genéticos

El AG hace uso de tres operadores genéticos distintos con los que altera la composicion de
los cromosomas seleccionados para formar la nueva poblacion en cada generacion. Al igual
que en el proceso evolutivo de generacion de reglas difusas aproximativas con semantica
libre restringida presentado en la seccién 5.2.2 del capitulo 5, ademas de los dos operadores
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habituales de cruce y mutacion, se hard uso de una EE —(1+1) para optimizar los mejores
individuos generados en cada iteracién. Los operadores de cruce y mutacion considerados
en este caso son el cruce max-min-aritmético y la mutaciéon no uniforme, ya presentados
en capitulos anteriores de esta memoria.

Respecto a la EE, es necesario combinar algunos de los aspectos senalados en el capitu-
lo 5 para poder ponerla en practica. Procederemos del mismo modo que en el proceso
evolutivo de generacién presentado en dicho capitulo, aplicando esta técnica local de op-
timizacién sobre un porcentaje o € [0, 1] de los mejores individuos obtenidos en cada
generacion del AG, con objeto de explotar mejor las zonas del espacio en las que se locali-
cen las mejores soluciones obtenidas hasta el momento. De nuevo, es necesario considerar
un tamano de paso distinto asociado a cada una de las variables y, en este caso, esa ne-
cesidad es ain mas acusada ya que los cromosomas sobre los que se aplica la estrategia
codifican dos tipos distintos de informacion. Procederemos del mismo modo que en casos
anteriores, haciendo uso de un factor s; asociado a cada variable y adaptando unicamente
el factor global o.

Por otro lado, puesto que la adaptacion de los conjuntos difusos codificados en la
primera parte del cromosoma C! estd basada en el empleo de intervalos de variacién
variables, es necesario también efectuar una adaptacion incremental de los parametros
individuales con objeto de que el proceso evolutivo que lleva a cabo la FFE — (1 + 1) no
de lugar a la aparicién de conjuntos difusos sin sentido. La adaptacién de las funciones
de pertenencia codificadas en C! se llevard a cabo, por tanto, del mismo modo en el que
se efectuaba en el proceso evolutivo de generacién de reglas difusas aproximativas con
semantica libre no restringida, presentado en la seccién 5.1 del capitulo 5.

Al trabajar con la segunda parte del cromosoma C?, en cambio, este problema no
aparece. En este caso, los valores de los distintos componentes no estan relacionados

entre si y la mutacion que lleva a cabo la EE puede efectuarse de acuerdo a la forma
habitual.

Finalmente, como mecanismo de seleccion, haremos uso del muestreo universal es-
tocastico de Baker, asi como de un modelo elitista.

6.4 Aplicacién del Sistema Basado en Reglas Difusas
Evolutivo Propuesto en el Modelado Difuso de Al-
gunas Funciones Tridimensionales

En esta seccién, aplicaremos en primer lugar el SBRDE para el aprendizaje de BCs
de tipo TSK al modelado de las cuatro funciones consideradas a lo largo de esta memoria,
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para pasar posteriormente a comparar su comportamiento con el de otro SBRDE con
caracteristicas similares, el propuesto por Lee y Takagi en [LT93a, L'T93b].

6.4.1 Experimentos Realizados

Hemos efectuado distintos experimentos haciendo uso de dos de las cuatro combinacio-
nes mas habituales para determinar las dimensiones de los vectores ¢ y & considera-
dos en la FFE — (u, A) empleada en la primera etapa del SBRDE propuesto, el proceso
evolutivo de generacién de reglas de tipo TSK (véase la seccién 2.1.2.2 del capitulo 2),

(no,ns) =4(n,0),(n, n'(g_l))}. Asimismo, hemos hecho uso de tres valores distintos para
el parametro a, el cual determina el tanto por ciento de individuos sobre los que se aplica
la FE—(141) en el proceso evolutivo de refinamiento. Los valores considerados han sido
a = {0,0.1,0.2}. Para cada combinacién de valores de estos pardmetros hemos efectuado
tres ejecuciones distintas del proceso evolutivo de aprendizaje de BCs TSK propuesto,
con distintos valores iniciales para la semilla del generador de nimeros aleatorios, para

asi obtener mas informacion sobre el rendimiento del SBRDE.

Los valores asociados a los restantes parametros se recogen a continuacion, clasificados
segin la etapa del aprendizaje en la que se emplean:

1. Proceso evolutivo de generacion:

e Nimero de iteraciones de la EE — (g, A): 500.
e Numero de padres e hijos a generar en cada iteracion: p = 15, A = 100.

e Numero de individuos de la poblacién inicial que son generados en el segundo
paso del procedimiento de inicializaciéon: v = 0.2 - ¢ = 3.

e Valor del parametro que determina el umbral de pertenencia a partir del cual un
ejemplo se considera significativo en el procedimiento de inicializacion: § = 0.7.

e Valor del parametro empleado en la funcién modificadora encargada de la ge-
neracion aleatoria de valores angulares pequenos en el procedimiento de inicia-
lizacion: ¢ = 5.

e Mecanismo de combinacion de genes considerado en cada componente del in-
dividuo 7 = (rz,rz,rz) = (3,2,0).

e Nimero de padres considerados en el proceso de recombinacion en cada com-
ponente: ¢ = (¢z, Gz, Car) = (4, 4, 1)

2. Proceso evolutivo de refinamiento:

e Tamano de la poblacion: N = 61.

e Valores de las probabilidades de cruce y mutacién: P. = 0.6 y P,, = 0.1 (por
individuo).
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Tabla 6.1. Resultados obtenidos por el SBRDE propuesto en el modelado difuso de la
funcion £}

PARAMETROS GENERACION REFINAMIENTO MEDIA

ne n. o Ej| ECL, EC,. | BECL, EC;. | ECLi  ECHd
3 0 0 1 0.006592 0.006568

3 0 0 2 1 0.050862 0.051457 | 0.008108 0.009008 | 0.006980 0.007504
3 0 0 3 0.006240 0.006938

3 0 01 1 0.007828 0.007737

3 0 0.1 2 |0.050862 0.051457 | 0.006627 0.007717 | 0.006921 0.007498
3 0 01 3 0.006310 0.007042

3 0 02 1 0.007268 0.008018

3 0 0.2 2 |0.050862 0.051457 | 0.006566 0.007711 | 0.007150 0.007805
3 0 02 3 0.007618 0.007687

3 3 0 1 0.010610 0.011168

3 3 0 2 10.073856 0.056382 | 0.012539 0.013282 | 0.011431 0.011646
3 3 0 3 0.011145 0.010490

3 3 01 1 0.010338 0.010349

3 3 0.1 2 ]0.073856 0.056382 | 0.011458 0.013186 | 0.011173 0.011928
3 3 01 3 0.011725 0.012251

3 3 02 1 0.012412 0.015150

3 3 0.2 2 ]0.073856 0.056382 | 0.010139 0.010494 | 0.010868 0.012276
3 3 02 3 0.010055 0.011185

e Numero de generaciones del AG: 1000.

e Valores asociados al operador de cruce max-min-aritmético y a la mutacion no
uniforme: a = 0.35 y b = 5.

e Numero de iteraciones sin obtener mejora antes de finalizar la ejecucion de la

EE —(1+41): 25.

e Valor del parametro ¢ de la regla de éxito é de Rechenberg empleada en la EE:

0.9.

e Valor de la desviacién tipica empleada para generar los componentes de (5 en

el dltimo paso del proceso de inicializacién: d = 0.001.

Los resultados obtenidos en los distintos experimentos realizados estan recogidos en

las tablas 6.1 a 6.4, en las que EC?

entr

y EC?

prue

se refieren a los valores obtenidos por

el SBRD TSK disenado en la medida de ECM, sobre los conjuntos de entrenamiento y
prueba, respectivamente (x puede ser igual a g y r representando los procesos evolutivos
de generacién y refinamiento). Todas las BCs aprendidas estan compuestas por 49 reglas
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Tabla 6.2. Resultados obtenidos por el SBRDE propuesto en el modelado difuso de la

funcién F,

PARAMETROS GENERACION REFINAMIENTO MEDIA

ne n. o Ej| ECL, EC,. | BECL, EC;. | ECLi  ECHd
3 0 0 1 0.016275 0.004175

3 0 0 2 1 0.029530 0.004223 | 0.015290 0.001763 | 0.015954 0.003002
3 0 0 3 0.016298 0.003069

3 0 01 1 0.009134 0.011710

3 0 0.1 2 ]0.029530 0.004223 | 0.007656 0.024311 | 0.007453 0.018500
3 0 01 3 0.005569 0.019480

3 0 02 1 0.007190 0.027646

3 0 0.2 2 ]0.029530 0.004223 | 0.004297 0.023401 | 0.005142 0.025348
3 0 02 3 0.003940 0.024999

3 3 0 1 0.014823 0.006048

3 3 0 2 10.044170 0.058803 | 0.014322 0.004197 | 0.012686 0.004308
3 3 0 3 0.008913 0.002680

3 3 01 1 0.015229 0.009054

3 3 0.1 2 ]0.044170 0.058803 | 0.009706 0.003222 | 0.011458 0.005823
3 3 01 3 0.009441 0.005193

3 3 02 1 0.013696 0.006228

3 3 0.2 2 10.044170 0.058803 | 0.008015 0.008940 | 0.009331 0.006155
3 3 02 3 0.006284 0.003299

(la definicién inicial considerada para la BD es la recogida en el Apéndice A, basada en
particionar los universos de entrada en 7 partes iguales). Los valores finales contenidos en

las dos tltimas columnas de cada tabla y notados por EC™¢ v F

entr

Cjﬂmed

prue

han sido obtenidos calculando la media de las tres ejecuciones realizadas.

respectivamente,

A la vista de los resultados obtenidos, podemos extraer distintas conclusiones con
respecto a los parametros empleados por el SBRDE propuesto:

e En primer lugar, es posible observar que, en la mayoria de los casos, los mejores
resultados se obtienen cuando no se considera el vector de angulos de rotacion en

la FFE — (1, A) que implementa el método de aprendizaje de consecuentes TSK en
el proceso evolutivo de generacion, es decir, cuando la combinacion empleada es

(no,ny) = (n,0).

e Por otro lado, no es sencillo decidir cual es el mejor valor para el pardmetro « en la

segunda etapa del aprendizaje, debido a que el comportamiento del proceso global
depende de la aplicacion concreta cuando cambia el valor del mismo. A continuacién
analizamos la influencia de dicho pardametro en los cuatro problemas:
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Tabla 6.3. Resultados obtenidos por el SBRDE propuesto en el modelado difuso de la

funcion F5

PARAMETROS GENERACION REFINAMIENTO MEDIA

ne n. o Ej| ECL,  BECY, | ECL, EC;,. | ECIY BECR
3 0 0 1 27875.61 28289 .87

3 0 0 2 1 46104.04 34909.11 | 28239.66 24423.53 | 28666.98 26569.31
3 0 0 3 29885.68  26994.53

3 0 01 1 29403.92 30013.45

3 0 0.1 2 |46104.04 34909.11 | 30676.89 25773.23 | 29590.67 25.208.49
3 0 01 3 28691.20 19838.80

3 0 02 1 27798.84  22102.10

3 0 0.2 2 |46104.04 34909.11 | 30608.80 23747.40 | 28246.46 23299.51
3 0 02 3 26331.75  24049.04

3 3 0 1 42419.59 35670.11

3 3 0 2 | 82619.75 56026.21 | 46582.66 24168.58 | 41613.67 27155.02
3 3 0 3 35838.77  21626.37

3 3 01 1 43105.20 44799.02

3 3 0.1 2 |82619.75 56026.21 | 43585.87 32632.88 | 40557.10  35086.33
3 3 01 3 34980.24 27827.10

3 3 02 1 35922.06 28787.99

3 3 0.2 2 |82619.75 56026.21 | 39166.98 21030.00 | 37788.36  24416.09
3 3 02 3 38276.04 23430.27

— No existen diferencias significativas entre los resultados obtenidos en el mode-

lado de F; empleando los tres valores considerados, o = {0,0.1,0.2}. El mejor
resultado individual se ha obtenido con o« = 0 mientras que, en media, presenta
mejor rendimiento el valor a« = 0.1, pero de nuevo tenemos que destacar que
las diferencias no son demasiado significativas.

Las conclusiones son diferentes al analizar los resultados obtenidos en la segun-
da de las aplicaciones, el modelado difuso de F,. En este caso, cuanto mayor
es el valor de a, es decir, cuantas mds veces se aplica la FFE — (1 4+ 1) para
optimizar los mejores individuos de la poblacion genética, mejor aproximan el
conjunto de entrenamiento los SBRDs TSK generados, pero peor generalizan
el de prueba. Con ello, la aplicacién de la £ — (1+1) produce un sobreapren-
dizaje no deseado en el proceso evolutivo. Los mejores comportamientos desde
un punto de vista individual y en media los presentan los SBRDs disenados
con a = 0.

En cambio, analizando los resultados obtenidos en la tercera aplicacion encon-
tramos exactamente el efecto contrario. En esta ocasion, el aumento progresivo
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Tabla 6.4. Resultados obtenidos por el SBRDE propuesto en el modelado difuso de la

funcion Fy

PARAMETROS GENERACION REFINAMIENTO MEDIA

ne n. o Ej| ECL, EC,. | BECL, EC;. | ECLi  ECHd
3 0 0 1 0.409240 1.033788

3 0 0 2 10501415 1.139916 | 0.383350 0.958478 | 0.397303 1.016707
3 0 0 3 0.399321 1.057857

3 0 01 1 0.326539 1.143749

3 0 0.1 2 ]0.501415 1.139916 | 0.373687 0.960348 | 0.349551 1.090523
3 0 01 3 0.348427 1.167474

3 0 02 1 0.370438 1.218274

3 0 0.2 2 ]0.501415 1.139916 | 0.329548 0.842741 | 0.356530 1.047296
3 0 02 3 0.369606 1.080873

3 3 0 1 0.400272 0.973358

3 3 0 2 10501422 1.140024 | 0.382709 0.976513 | 0.403053 0.972606
3 3 0 3 0.426180 0.967949

3 3 01 1 0.379530 0.949584

3 3 0.1 2 ]0.501422 1.140024 | 0.364021 1.051470 | 0.365522 1.006885
3 3 01 3 0.353017 1.019602

3 3 02 1 0.374604 1.079302

3 3 0.2 2 10.501422 1.140024 | 0.354056 1.127499 | 0.369014 1.094364
3 3 02 3 0.378383 1.076293

del valor de o da lugar a que el proceso evolutivo de aprendizaje mejore el nivel
de generalizacién de los SBRDs generados. El mejor resultado medio se obtiene
con o = 0.2 y el mejor individual con o = 0.1.

Finalmente, en lo que respecta al modelado de la cuarta funcién, cabe destacar,
en primer lugar, que es el inico caso en el que se consiguen mejores resultados
en media al considerar el vector de angulos de rotaciéon en la FFE — (u, )
empleada en la primera etapa del aprendizaje. De este modo, el mejor valor
medio se obtiene, en este caso, cuando el parametro « es igual a 0. En cambio,
el mejor resultado individual se obtiene cuando no se considera la existencia
del vector de angulos en la primera fase y se emplea el valor a = 0.2. El
comportamiento general es similar al obtenido en el modelado de la funcion Fj,
es decir, el aumento del valor de & provoca un sobreaprendizaje que da lugar a
que los modelos obtenidos no generalicen correctamente. Este hecho ocurre en
todos los casos, excepto cuando se considera la combinacion n, =0y a = 0.2,
con la que se obtiene un mejor nivel de generalizacion en media que con n, =0
y a=0.1.
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6.4.2 Estudio Comparativo y Analisis de los Resultados Obteni-
dos

En esta seccion vamos a comparar el rendimiento del SBRDE presentado con uno de los
procesos evolutivos de diseno de SBRDs de tipo TSK mas conocidos, el propuesto por
Lee y Takagi en [LT93b, LT93a], el cual es capaz de generar una BC TSK al completo,
aprendiendo el numero y la estructura de los antecedentes y consecuentes de las reglas
difusas que la componen. Los aspectos basicos de dicho SBRDE fueron introducidos en
la seccion 2.4.3.1 del capitulo 2.

Hemos realizado una serie de cambios sobre el proceso comentado para poder efectuar
la comparacion de un modo adecuado. Con el proposito de mejorar el comportamiento
del SBRDE de Lee y Takagi, al mismo tiempo que se mantiene su filosofia original de
trabajo, hemos modificado el esquema de codificacion, pasando del esquema binario con
ocho bits para cada parametro, empleado por los autores, al esquema real, el cual parece
mas adecuado para trabajar con un problema en el que las variables estan definidas sobre
un universo de discurso continuo. Puesto que es clara la necesidad de usar operadores
genéticos que exploten adecuadamente la potencialidad de la codificaciéon real, hemos hecho
uso de los mismos operadores considerados para el proceso evolutivo de refinamiento que
constituye la segunda etapa del SBRDE introducido en este capitulo, el cruce max-min-
aritmético y la mutacion no uniforme.

Por otro lado, la composicion de la funcion de adaptacién ha sido modificada de acuerdo
al tipo de problema que se pretende resolver y se ha empleado también la considerada
en el proceso comentado. FEsto se debe a que la propuesta original de Lee y Takagi
empleaba una funcion de comportamiento, puesto que el SBRDE se aplicaba al control del
péndulo invertido y trabajaba directamente sobre un modelo del sistema. Dejando aparte
estos cambios, hemos hecho uso de las demas componentes propuestos originalmente,
manteniendo el mismo esquema de representacion, el mismo proceso de generacion de la
poblacion inicial basado en el conocimiento disponible y los mismos parametros asociados

al AG.

Notaremos por T1 al SBRDE de Lee y Takagi, modificado en el modo comentado
en el parrafo anterior, y por T2 al SBRDE en dos etapas propuesto en este capitulo.
Los valores de los parametros considerados para la ejecucion del primer proceso son los
siguientes: Tamano de la poblacién: N = 10, valores de las probabilidades de cruce y
mutacion: P. = 0.6 y P, = 0.033 (por gen), nimero de generaciones: 5000, valores
asociados al operador de cruce max-min-aritmético y a la mutacion no uniforme: a = 0.35
y b = 5, nimero maximo de etiquetas que puede emplear la particién difusa asociada a
cada variable lingtistica de entrada: 10.

Los resultados obtenidos estan recogidos en las tablas 6.5 y 6.6, en las que # R repre-
senta el numero de reglas que componen la BC TSK en cuestion.

Los resultados mostrados en dichas tablas demuestran el mejor comportamiento de
nuestro SBRDE en todos los casos, excepto en el modelado difuso de la funcién Fjy, la
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Tabla 6.5. Resultados obtenidos en el modelado difuso de las funciones F} y £,

F1 F2
SBRDE | #R™  EC[,,  ECH. | #R% ECIR,  ECE,
T1 56 0.579574 0.233781 | 56 0.067474 0.025405
T2 49 0.006592 0.006568 | 49  0.015290 0.001763

Tabla 6.6. Resultados obtenidos en el modelado difuso de las funciones F3 y Fy

s Fy
SBRDE | #R™  ECL,  ECE_ | #R%  ECI, — ECH,
T1 56 68971.09 56671.50 | 6  0.424333 0.494060
T2 49 28691.20 19838.80 | 49  0.329548 (0.842741

mas compleja de todas las consideradas, en el que el modelo obtenido a partir de nuestro
proceso aproxima mejor el conjunto de entrenamiento, pero generaliza peor el de prueba.
En los tres modelados restantes, el SBRDE presentado en este capitulo consigue mejores
resultados que el SBRDE de Lee y Takagi, tanto en la aproximacién del conjunto de
entrenamiento como en el nivel de generalizacion del conjunto de prueba. Ademas, los
modelos difusos generados a partir de nuestro proceso evolutivo de aprendizaje presentan
una BC compuesta por un nimero menor de reglas en los tres problemas comentados.
Finalmente, cabe destacar el hecho de que el SBRDE TSK propuesto obtiene los mejores
modelados para las dos primeras funciones, £} y F,, de entre todos los procesos evolutivos
de aprendizaje considerados en esta memoria.

Las figuras 6.1 a 6.4 representan graficamente el comportamiento de los distintos mo-
delos difusos obtenidos a partir de ambos SBRDEs.
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Figura 6.1. Representaciones graficas de los dos modelados obtenidos para la funcion F
empleando los procesos T1 (derecha) y T2 (izquierda)
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Figura 6.2. Representaciones graficas de los dos modelados obtenidos para la funcion I
empleando los procesos T1 (derecha) y T2 (izquierda)
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Figura 6.3. Representaciones graficas de los dos modelados obtenidos para la funcion Fj
empleando los procesos T1 (derecha) y T2 (izquierda)
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Figura 6.4. Representaciones graficas de los dos modelados obtenidos para la funcion Fy
empleando los procesos T1 (derecha) y T2 (izquierda)



Capitulo 7

Aplicaciones

Este capitulo esta dedicado a estudiar el comportamiento de los distintos SBRDEs
construidos a partir de la metodologia evolutiva presentada en la resolucién de una serie
de problemas reales de modelado.

Hasta el momento, las aplicaciones que se han considerado para evaluar el rendimiento
de estos procesos evolutivos de aprendizaje a lo largo de los capitulos 4, 5 y 6 han sido
problemas de laboratorio seleccionados para poder demostrar el funcionamiento de cada
tipo de SBRD diseniado en un tipo de problema con un nivel de complejidad concreto.
Puesto que el fin del paradigma evolutivo de aprendizaje propuesto es el de poder ser
aplicado en problemas reales de cualquier tipo en funcién de las necesidades de modelado
que se presenten, las aplicaciones afrontadas en este tltimo capitulo nos van a permitir
aportar una vision mas clara de las posibilidades de la metodologia evolutiva de aprendizaje
presentada en esta memoria.

Hemos escogido tres problemas con requerimientos de modelado bien distintos. Fn
primer lugar, trabajaremos con dos problemas de prediccién en los que el objetivo serd es-
timar el costo de mantenimiento del cable de baja tension instalado en los distintos pueblos
de una provincia [San97a, San97b] y el costo de instalacién de un cableado de media ten-
sién éptimo en las ciudades de la misma [San97c¢], respectivamente. Estos costos seran
funcién de distintas variables dependiendo del problema concreto. Por ejemplo, en el pri-
mero de ellos, el costo de mantenimiento de la linea de baja tension vendra determinado
directamente por la longitud de cable de este tipo instalado en los niicleos rurales por
la compania. La problematica estriba, en este caso, como veremos a lo largo de este
capitulo, en que la medicién directa de la cantidad de cable empleado es cara y dificil de
realizar, debido a factores tales como la gran cantidad de nicleos rurales a los que sirve
la compania o la orografia del terreno.

Para resolver estos dos problemas, dispondremos de dos conjuntos de datos, el primero
de ellos proporcionado por la Hidroeléctrica del Cantdbrico y el segundo obtenido a partir
de un simulador del problema, que contienen informacién sobre distintas caracteristicas
de 495 nicleos rurales situados en la provincia de Asturias (en este primer caso, los datos
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seran reales) y de 1059 nicleos urbanos simulados. Los vectores de datos contenidos en
los ficheros tienen asociadas, respectivamente, dos y cuatro variables de entrada, ademas
de la variable de salida. En este caso, el requerimiento principal del modelado sera la
precisiéon del modelo obtenido.

La tercera de las aplicaciones consideradas es un problema de clasificacion con salidas
reales, en el que se trata de valorar la calidad de un tipo de arroz en funciéon de una
serie de caracteristicas del grano [INT*94, NIT97]. Se dispone de un conjunto formado
por 105 vectores de datos, asociados a otros tantos tipos de arroz distintos. Estos datos
estan compuestos por los valores de cinco variables de entrada y una de salida, que indica
la calidad del tipo de arroz. En este segundo caso, el objetivo principal no es sélo la
obtenciéon de una buena aproximacién en la clasificacion, sino también la interpretabilidad
del modelo obtenido. De este modo, aplicaremos inicamente el SBRDE para la generacion
de BCs descriptivas presentado en el capitulo 4 y compararemos su funcionamiento con el
obtenido por alguno de los procesos evolutivos de diseno de SBRDs descriptivos de tipo
Mamdani considerados en esta memoria, asi como con el método propuesto en [NIT97].

La estructura de este capitulo incluye dos secciones dedicadas, respectivamente, a las
dos primeras y a la iltima de las aplicaciones comentadas. Cada seccién estara dividida en
tres partes principales, una primera en la que se introduce el problema en cuestion, otra
en la que se describe su resolucion por medio de los SBRDEs propuestos y se comparan los
resultados obtenidos con los asociados a los restantes procesos evolutivos de aprendizaje
considerados, y una tltima en la que se muestran algunas conclusiones.

7.1 Aplicacién a la Estimacion de Costos de Cable de
Baja y Media Tension en Zonas Rurales y Urbanas

7.1.1 Planteamiento del Problema

La explotacion del sistema eléctrico nacional es un problema complejo. El sistema espanol
estd compuesto por varios cientos de generadores (centrales térmicas, hidroeléctricas y
nucleares, principalmente) y por una gran cantidad de consumidores con requisitos de
potencia muy distintos, que abarcan desde las viviendas familiares hasta grandes deman-
dantes de energia como las empresas productoras de aluminio o las siderurgicas.

La energia se transporta desde los generadores hasta los puntos de consumo mediante
lineas eléctricas de distinta capacidad. La tensiéon a la que opera una linea es, por motivos
de eficiencia, mayor cuanto mas elevada es la potencia que conduce. Se distingue asi entre
lineas de alta tension (100 — 400KV, lineas de media tension (10KV — 100KV) y lineas
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de baja tension (menor de 10KV). Todos los generadores estan interconectados mediante
lineas de alta tension, de modo que no es posible conocer el origen de la energia de la que
hace uso un consumidor final.

Por otra parte, las lineas de alta tensién son propiedad de R.E.E. (Red Eléctrica
Espanola), empresa participada por todas las companias eléctricas espanolas, tanto las de
titularidad publica como las privadas. Sin embargo, las lineas de baja y media tensién
pertenecen a companias determinadas, que se hacen cargo de su instalacién y corren con
los gastos de su mantenimiento.

Tanto la imposibilidad de conocer el origen de la energia, como la titularidad compar-
tida de las lineas complicarian enormemente el calculo de la tarifa que un usuario final
deberia abonar. Por ello, las leyes espaniolas obligan a que la factura eléctrica sea cobrada
por R.E.E. y establecen unos criterios de reparto del total de los ingresos entre los dis-
tintos generadores. Estos criterios tienen en cuenta los costes de funcionamiento de los
generadores y de operacién de la red, en funcion de indicadores tales como el numero de
usuarios, la potencia generada o la longitud de linea mantenida.

Este sistema de reparto esta siendo revisado actualmente, ya que algunas companias
no comparten su formulacion. Entre otras, se alegan razones tales como que, por motivos
historicos y politicos, los criterios de division de los costes de instalacion y mantenimiento
de las redes de media y baja tension no se basan en el tendido idéneo del cable, sino en
estimaciones de la longitud actual que benefician a las redes més antiguas e ineficientes (con
la consiguiente falta de incentivos para su modernizacién). En otros casos, simplemente se
cuestiona la veracidad de la férmula legal que estima los costes a partir de los descriptores
del ntcleo de poblacién.

Para estudiar el impacto de esta redistribucion es preciso conocer tanto la longitud real
de linea tendida en una zona determinada, como la longitud que seria preciso emplear si
el trazado se ejecutase desde cero, con la cantidad de linea minima necesaria para atender
a todos los consumidores. Como puede observarse, este hecho plantea la necesidad de
elaborar modelos que permitan resolver ambos problemas, debido a la imposibilidad de
obtener una solucion procediendo de un modo mas directo. Por ejemplo, en lo que respecta
al primero de ellos, es muy dificil y caro realizar una medicién correcta de la longitud de
linea eléctrica de baja tensién de la que dispone una compania, debido a que este tipo de
linea es la de mayor longitud y la mas frecuentemente reparada; ademas de otras razones
como la orografia del terreno o la gran cantidad de nicleos rurales servidos (en algunas
ocasiones, mas de 10000).

A modo de ejemplo, se estudiaran dos de estos modelos: el de la longitud real de la
linea de baja tension en nicleos rurales (proporcional al coste total) y el de los costes
optimos —tedricos— de la de media tension en nicleos urbanos.

Una posible solucién al primero de los problemas consiste en emplear un sistema de
prediccion que sea capaz de determinar la relacion existente entre la longitud de la linea
de baja tension tendida en una poblacién y otras variables caracteristicas de ésta, tales
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como su radio o el nimero de usuarios que viven en ella; y de hacer uso de la relacion
obtenida para estimar la longitud de cable tendido en otros pueblos a partir de los valores
de las variables caracteristicas, sin que sea necesario efectuar una mediciéon directa de la
misma.

En el segundo de los modelos considerados, la problematica es otra. El crecimiento
de la linea eléctrica dentro de un nicleo urbano es desordenado. Frecuentemente han de
redimensionarse centros de transformacién o lineas de transmision. En estos casos, es
interesante conocer cudl seria la extension éptima de la red, si se pudiese tender toda la
linea de nuevo. Para calcular esta medida, se ha desarrollado un simulador que realiza
este tendido tedrico en varios miles de ciudades tipo, con caracteristicas definidas alea-
toriamente, aunque razonables en las circunstancias espanolas. Una vez realizadas estas
simulaciones, se desea encontrar la correlacion entre los indicadores de las caracteristicas
de la ciudad (como las dimensiones medias de sus manzanas, o su extension) y la longitud
mas favorable de la linea.

7.1.2 Obtencion de un Modelo Difuso de Zona Rural a partir de
los Sistemas Basados en Reglas Difusas Evolutivos Propues-
tos

En esta seccién nos plantearemos la obtenciéon de un modelo difuso que nos permita llevar
a cabo la primera de las tareas indicadas en la seccién anterior. Para ello, disponemos de
un conjunto de datos que recoge los valores de distintas caracteristicas de 495 pueblos de
la provincia de Asturias [San97a, San97b].

Cada vector de datos contenido en el fichero en cuestion estd formado por tres com-
ponentes, dos asociadas a las variables de entrada y una a la de salida. Las dos primeras
son, respectivamente, el nimero de abonados, E'1, que toma valores en el intervalo [1, 320],
y el radio de la poblacion, E2, definido a su vez en [60,1673]. La variable de salida S
es la longitud de cable de baja tension tendido en dicha poblacion que toma valores en
[80,7675]. Como ya hemos indicado, el coste de mantenimiento de la linea de baja tensién
en zonas rurales depende directamente de la longitud de ésta.

Para obtener el modelo difuso que nos permita predecir la longitud del cable de baja
tension instalado vamos a proceder de la siguiente forma: dividiremos el conjunto de datos
del que se dispone en dos subconjuntos distintos que seran empleados, respectivamente,
como conjunto de entrenamiento para la generacion del modelo difuso y como conjunto de
prueba para el analisis de la capacidad de generalizacion del modelo obtenido. La divisién
se llevara a cabo de forma aleatoria teniendo en cuenta que emplearemos un 80 por ciento
de los datos originales para formar el conjunto de entrenamiento y que el 20 por ciento
restante pasard a formar parte del conjunto de prueba.

Puesto que el objetivo que se persigue es la obtencion de la mayor capacidad de
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prediccion posible, haremos uso de todos los SBRDEs presentados en esta memoria para
tratar de resolver el problema. De este modo, los procesos evolutivos de aprendizaje
considerados seran los siguientes:

D1. Un SBRDE en dos etapas compuesto por el algoritmo de WM presentado en el
Apéndice B, como primera fase, y el proceso genético de ajuste de BCs descriptivas
de tipo Mamdani introducido en la seccion 4.4 del capitulo 4, como segunda.

D2. Un SBRDE en dos etapas compuesto por el proceso evolutivo de aprendizaje de
BRLs de Thrift presentado en la seccion 2.4.2.1 del capitulo 2, como primera fase,
y el proceso genético de ajuste de BCs descriptivas comentado, como segunda.

D3. El SBRDE en tres etapas para el aprendizaje de BCs descriptivas de tipo Mamdani
presentado en el capitulo 4.

A1l. Un SBRDE en dos etapas compuesto por el algoritmo de WM como primera fase y
el proceso genético de ajuste de BRDs aproximativas de tipo Mamdani introducido
en la seccién 5.1.3, como segunda.

A2. Un SBRDE en dos etapas compuesto por el ACP presentado en el Apéndice C y el
proceso genético de ajuste de BRDs aproximativas comentado.

A3. El SBRDE en tres etapas basado en semantica libre no restringida propuesto en la
seccion 5.1 del capitulo 5.

A4. El SBRDE en tres etapas basado en semantica libre restringida propuesto en la
seccion 5.2 del capitulo 5.

T1. El SBRDE de Lee y Takagi introducido en la seccién 2.4.3.1 del capitulo 2 y modi-
ficado en el modo comentado en la seccién 6.4.2 del capitulo 6.

T2. El SBRDE en dos etapas para el diseno de SBRDs TSK propuesto en el capitulo 6.

Como puede observarse, la notacién de cada uno de ellos representa el tipo de SBRD
con el que se trabaja. La letra D especifica que el sistema en cuestion es descriptivo de
tipo Mamdani, la letra A se refiere a que dicho sistema es aproximativo de tipo Mamdani
y, finalmente, la T indica que estamos trabajando con un SBRD de tipo TSK.

En todos los experimentos realizados, la definicién inicial de las funciones de perte-
nencia se ha efectuado llevando a cabo un proceso de normalizacion en el que se ha par-
ticionando cada espacio de entrada y salida (este dltimo en el caso de los SBRDs de tipo
Mamdani) en cinco partes iguales. En los SBRDs descriptivos de tipo Mamdani o TSK, se
ha asociado a cada una de ellas una etiqueta lingiiistica del conjunto {M P, P, M, G, MG}
(con el siguiente significado: MP = Muy Pequeno, P = Pequenio, M = Medio, G = Grande
y MG = Muy Grande) y un conjunto difuso triangular que especifica la seméntica de ésta.
La particion difusa resultante se representa en la figura 7.1.
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MP P M G MG
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Figura 7.1. Particion difusa considerada en los experimentos realizados

Los parametros considerados para la ejecucion de los distintos SBRDEs son los que se
muestran a continuacion:

e SBRDE D1:

— Proceso genético de ajuste de BCs descriptivas: Tamano de la poblacién: N =
61, valores de las probabilidades de cruce y mutacion: P. = 0.6 y P, = 0.1

(por individuo), nimero de generaciones: Gen = 1000, valores asociados al
operador de cruce max-min-aritmético y a la mutacion no uniforme: a = 0.35
y b=>5.

e SBRDE D2:

— Proceso evolutivo de aprendizaje de BRLs de Thrift: N =61, P. =0.6, P,, =
0.1 (por individuo) y Gen = 1000.

— Proceso genético de ajuste de BCs descriptivas: los mismos que en la misma

etapa del SBRDE D1.
e SBRDE D3:

— Proceso iterativo de generacion de reglas lingiisticas: Valor de los parametros
considerados en la funcién de adaptacion: e = 1.5, w = 0.05 y k£ = 0.1.

— Proceso genético de multisimplificacion: 7 = 0.1, N =61, P. = 0.6, P,, = 0.1
(por individuo), Geen = 500; niumero de soluciones a generar: 3; valor del radio
de nicho: r = 10 por ciento del nimero de reglas de la base generada en la
primera fase; valor del factor de potencia g = 0.5.

— Proceso genético de ajuste de BCs descriptivas: los mismos que en la misma

etapa del SBRDE D1.
e SBRDE A1l:

— Proceso genético de ajuste de BRDs: los mismos que en el proceso genético de
ajuste de BCs descriptivas considerado en los SBRDEs D1, D2 y D3.
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e SBRDE A2:

— Algoritmo de Conteo Ponderado: Para los intervalos del antecedente, conside-
ramos el soporte de los cinco conjuntos difusos existentes en las particiones de
entrada. Valor del parametro que determina el grado de cubrimiento asociado
a los ejemplos considerados para determinar la forma del consecuente: ¢ = 0.5.

— Proceso genético de ajuste de BRDs: los mismos que en la misma etapa del

SBRDE A1.
e SBRDE A3:

— Proceso evolutivo de generacion de reglas difusas aproximativas de tipo Mam-
dani con semantica libre no restringida: € = 1.5, w = 0.05, £ = 0.1; numero de
iteraciones sin obtener mejora antes de finalizar la ejecucion de la EE-(1 + 1):
100; valor del parametro de la regla de éxito é de Rechenberg: ¢ = 0.9.

— Proceso genético de multisimplificacion: los mismos que en la misma etapa del

SBRDE D3.

— Proceso genético de ajuste de BCs descriptivas: los mismos que en la misma

etapa del SBRDE A1l.
e SBRDE A4:

— Proceso evolutivo de generacion de reglas difusas aproximativas de tipo Mam-
dani con semdntica libre restringida: € = 1.5, w = 0.05 y &£ = 0.1, N = 61,
P.=10.6, P, = 0.1 (por individuo), Gen = 100, a = 0.35, b = 5; porcentaje de
individuos sobre los que se aplica la EE-(1 + 1) en cada generacién: a = 0.2;
numero de iteraciones sin obtener mejora antes de finalizar la ejecucién de la
EE-(1 4+ 1): 25; valor del parametro de la regla de éxito é de Rechenberg:
c=0.9.

— Proceso genético de multisimplificacion: los mismos que en la misma etapa del

SBRDE D3.

— Proceso genético de ajuste de BCs descriptivas: los mismos que en la misma

etapa del SBRDE A1l.
e SBRDE T1: N =10, P. = 0.6, P,, = 0.033 (por gen), Gen = 5000, a = 0.35, b = 5;

numero maximo de etiquetas que puede emplear la particion difusa asociada a cada
variable lingtistica de entrada: 5.

e SBRDE T2:

— Proceso Fvolutivo de Generacion de Reglas de Tipo TSK: Numero de iteracio-
nes de la B E— (g, A): 500; nimero de padres e hijos a generar en cada iteracion:
@ =15y A = 100; numero de individuos de la poblaciéon inicial que son gene-
rados en el segundo paso del procedimiento de inicializacién: v = 0.2 -y = 3;
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Tabla 7.1. Resultados obtenidos en el modelado de zonas rurales

Generacion Multisimplificacién Ajuste

SBRDE #R ECentr Ecprue #R ECentr Ecprue ECentr Ecprue

D1 13 298446.0 282058.1 175337.9 180102.7
D2 25 218591.9 204426.8 154314.0  199551.3
D3 47 286794.8 285869.0 22 168603.2 174246.6 143921.9 177790.0
19 166484.8 170550.1 150559.4 166669.7
21 166484.8 170550.1  150507.5 166877.6
Al 13 298446.0 282058.1 149815.5 190530.7
A2 20 356434.3 311195.0 175887.2  180211.4
A3 31 431904.0 435649.5 19  226403.9 222550.9 148036.9 191339.5
20 227261.6 227105.6 142108.6 166578.7
16 2272329 225789.7 136826.4 177612.3
A4 29 265612.5 254904.8 16  177105.7 170839.0 149128.5 168209.9
18 177190.7 187461.0  149672.7 176384.0
16 177248.2 170943.6  145461.2 171879.1
T1 4 169761.7 160110.0
T2 20 162609.9 148514.7 (a=0) 147192.2  149689.0

(o =10.2) 133958.6 190293.2

valor del pardametro que determina el umbral de pertenencia a partir del cual un
ejemplo se considera significativo en el procedimiento de inicializacion: § = 0.7;
valor del parametro empleado en la funcion modificadora encargada de la gene-
racion aleatoria de valores angulares pequenos en el procedimiento de iniciali-
zacion: ¢ = 5; mecanismo de combinacion de genes considerado en cada compo-
nente del individuo ¥ = (rz,rz,rz) = (3,2,0); numero de padres considerados
en el proceso de recombinacién en cada componente: f: (Czy CayCa) = (pypry 1).

Proceso Fvolutivo de Refinamiento de BCs TSK: N =61, P. = 0.6, P,, = 0.1
(por individuo), Gen = 1000, a = 0.35, b = 5; porcentaje de individuos sobre
los que se aplica la EE-(1 4+ 1) en cada generaciéon: o = {0,0.2}; nimero de
iteraciones sin obtener mejora antes de finalizar la ejecucion de la FE — (1+1):
25; valor del parametro de la regla de éxito é de Rechenberg empleada en la EE:
¢ = 0.9; valor de la desviacion tipica empleada para generar los componentes
de (5 en el ultimo paso del proceso de inicializacion: d = 0.001.

Los resultados obtenidos en los distintos experimentos realizados se recogen en la
tabla 7.1 en la que, al igual que en el resto de los experimentos realizados en los distintos
capitulos de esta memoria, # R representa el niumero de reglas existente en la base de
reglas difusas correspondiente, y EC., v EC, . los valores obtenidos en la medida de

ECM sobre los conjuntos de entrenamiento y prueba, respectivamente.
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7.1.3 Obtencion de un Modelo Difuso de Zona Urbana a partir
de los Sistemas Basados en Reglas Difusas Evolutivos Pro-
puestos

Para resolver este segundo problema, haremos uso de un conjunto formado por 1059 vec-
tores de datos simulados que recogen las caracteristicas de otras tantas ciudades [San97c].
En este caso, se consideran cuatro variables de entrada y una de salida, las cuales se
muestran a continuacion:

FE1. Un ratio resultante de efectuar el producto del nimero de manzanas existentes en la
poblacién y de la longitud media de una manzana. F1 € [0.5,11].

E2. Area total del casco urbano de la poblacién. E2 € [0.15,8.55].
E3. Area construida en dicho casco urbano. E3 € [1.64, 142.5].
F4. Potencia consumida por la poblacién. F4 € [1,165].

S. Coste de la linea eléctrica de media tension instalada en la poblacion.

S € 10,8546.030273].

A la vista de estos datos, se observa que el costo de la linea urbana de media tension
depende de factores como la potencia consumida, el nimero de manzanas existente en la
ciudad y la longitud media de éstas, etc. Este hecho se debe, entre otras razones, a que
en las ciudades es corriente que el cable se entierre en zanjas que suelen contener mas
de un tipo de instalacion, lo que provoca que el coste tenga dependencias mas complejas.
Ademas, en este caso, se han tenido en cuenta otros tipos de costes incluidos en el total,
tales como el coste de pérdidas en la linea, el coste de los centros de transformacion
(mientras que en los pequenos nicleos rurales inicamente existe uno, en las ciudades se
suele disponer de varios) y el coste de las zanjas.

Trabajaremos del mismo modo en el que lo hicimos en la seccién anterior, es decir,
dividiremos el conjunto de datos en dos subconjuntos de entrenamiento y prueba formados
respectivamente por el 80 y el 20 por ciento de los datos del conjunto original. Hemos
aplicado los mismos procesos evolutivos de aprendizaje considerados en la seccién anterior
haciendo uso de los mismos parametros excepto en el caso del valor del radio de nicho
empleado en el proceso genético de multisimplificacién, segunda etapa del aprendizaje en
los SBRDEs D3, A3 yv A4, que en este caso es r = 5 por ciento del nimero de reglas de
la base generada en la primera fase. Los resultados obtenidos se muestran en la tabla 7.2.

Analizando estos primeros resultados, podemos establecer una serie de conclusiones
preliminares. En primer lugar, parece que la complejidad de este segundo sistema, el de
zona urbana, es menor que la del considerado en la seccion anterior, el de zona rural.
Deducimos este hecho a la vista de que, dejando aparte el modelo difuso obtenido con
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Tabla 7.2. Resultados obtenidos en el modelado de zonas urbanas

Generacion Multisimplificacién Ajuste
SBRDE #R  ECop  ECpie  #B  ECuiy  ECpe By ECy,
D1 66 71294.4  80933.9 20318.6  27615.8
D2 548 39763.8  43438.6 21013.2  24636.3
D3 91  102001.1 106471.7 53  57071.8  59060.9 24480.6  28442.1

57  58848.3  56786.8 21709.1  25290.3
56 57121.8  55023.9 23636.9  26638.0

Al 66 712944  80933.9 23396.7  27665.7
A2 273 159789.9 355979.8 98111.9 96439.0
A3 42 125032.5 155758.1 23 88748.7  112373.5 46828.9 56531.8

21 89313.9  120540.0 44233.6 57876.1
23 89353.4  118055.7 48870.2 70952.2
A4 42 434993.2 4307411 17 149709.5 137176.4 44105.0 51207.6
17 149796.3 137456.2 48498.3 52877.0
19 149903.0 137704.3 58295.3 63658.3

T1 6 1491445 1289422
T2 268  45052.5  53300.9 (@ =0) 25579.9 26450.0
(a=0.2) 11073.8 11836.2

el SBRDE T2, los distintos SBRDs descriptivos de tipo Mamdani disenados son los que
mejor comportamiento presentan en el modelado del mismo; ademds de que el mejor
modelo difuso (no cualitativo) ha sido generado a partir del SBRDE A1, el cual presenta
un proceso de generacion de BCs descriptivas como primera fase.

Por otro lado, en lo que respecta a los resultados obtenidos por el SBRDE para el
aprendizaje de BCs descriptivas de tipo Mamdani propuesto en esta memoria, D3, dicho
proceso presenta un comportamiento correcto, ya que el mejor modelo obtenido a partir
del mismo generaliza mejor (25290.3 contra 27615.8) que el generado mediante el proce-
so evolutivo de aprendizaje basado en WM, D1, y hay poca diferencia (25290.3 contra
24636.3) con el obtenido usando el SBRDE basado en el proceso de generacion de BRLs
de Thrift, D2.

En todos los casos, nuestro proceso genera menos reglas, 57, que los dos restantes, 66
con D1 y 548 con D2. Por esta razon, nos planteamos realizar una nueva experimentacion
del mismo aumentando el valor del parametro e. Como se ha comentado a lo largo de esta
memoria, este cambio debe conllevar la obtencién de un modelo més complejo, es decir,
con un numero mayor de reglas en la base, y con mejor rendimiento.

Los resultados obtenidos, presentados en la tabla 7.3, corroboran este hecho. Como
puede observarse en la misma, nuestro SBRDE permite generar tres modelos cualitativos
que, con un numero de reglas igual en un caso o menor en los dos restantes que el pre-
sentado por el modelo obtenido a partir del proceso D1, mejoran a los modelos generados
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Tabla 7.3. Resultados obtenidos por el SBRDE D3 con € = 2 en el modelado de zonas

urbanas

Generacion Multisimplificacién Ajuste
#R ECentr Ecprue #R ECentr Ecprue ECentr Ecprue
120 99299.3 107039.5 65  55642.8 56941.3 19030.7 24456.4

66  53803.9 54126.6 20283.7 24270.5
63 53751.1 54353.3 19679.0 22590.8

a partir de D1 y D2, tanto en su nivel de aproximacién del conjunto de entrenamiento,
como en el de generalizacion del de prueba.

7.1.4 Conclusiones

7.1.4.1 Modelo Difuso de Zona Rural

Analizando los resultados obtenidos en los distintos experimentos desarrollados para la
resolucion del primer problema planteado, hemos llegado a las siguientes conclusiones:

e Los cuatro SBRDEs propuestos en esta memoria han presentado un buen compor-
tamiento. En todos los casos, han obtenido el mejor modelado en comparaciéon con
los restantes procesos evolutivos de aprendizaje considerados para cada uno de los
tipos de SBRDs existentes, tanto en la aproximacion del conjunto de entrenamiento,
como en el nivel de generalizacion presentado sobre el conjunto de prueba.

e El tipo de SBRD que ha permitido obtener mejores resultados ha sido el TSK. Los
dos procesos evolutivos de diseno de SBRDs de este tipo considerados, T1 y T2, han
generado los dos mejores modelos difusos desde el punto de vista de la capacidad de
generalizaciéon, presentando mejor comportamiento el segundo de ellos, presentado
en el capitulo 6 de esta memoria, con respecto al primero, propuesto por Lee y

Takagi en [LT93a, LT93b].

Aun asi, cabe destacar que la mejor capacidad de prediccion se obtiene con el mo-
delo generado por nuestro proceso tras la primera etapa del aprendizaje, ya que la
segunda, el proceso evolutivo de refinamiento, provoca un sobreaprendizaje en la
aproximacion del conjunto de entrenamiento que repercute en una menor capacidad
de prediccion en el modelo obtenido finalmente. Este hecho es muy acusado en la
segunda ejecucién realizada de dicho proceso, que consideraba el valor a = 0.2. En
la primera (o = 0), sin embargo, este efecto es mucho menor y se obtiene un modelo
que consigue la mejor aproximacion del conjunto de entrenamiento de entre todos los
generados, perdiendo muy poco en su capacidad de generalizacién, que sigue siendo
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Tabla 7.4. Tablas de decision de los modelos cualitativos obtenidos mediante el SBRDE
D1 para el problema del modelado de zonas rurales

E2
MP|P| M |G| MG
MP|\MP | P| P | P | M
P | MP P M
El| M Pl MG | M
G
MG M

Tabla 7.5. Tablas de decision de los modelos cualitativos obtenidos mediante el SBRDE
D2 para el problema del modelado de zonas rurales

E2
MP | P M G | Md
MP | MP | P P M M
P \MP| P M M G
El| M P P | MG| M | MG
G P | MP| G G M
MG | G P M | MP | MG

mejor que la de los modelos difusos restantes. Este sobreaprendizaje se ha presen-
tado también en la ultima ejecucion del SBRDE A4, con un efecto muy similar al
comentado.

e EI SBRDE D3, propuesto en el capitulo 4 de esta memoria, ha permitido la genera-
cién de un modelo cualitativo con muy buen rendimiento, que presenta tan solo 19
reglas en su BC. Ademas, los tres modelos obtenidos mediante su ejecucion consi-
guen mejores resultados sobre ambos conjuntos de datos que los generados a partir
de los procesos D1 y D2, estando formados, en todos los casos, por una BC con
menor complejidad que la obtenida a partir de este ultimo. Las tablas 7.4 a 7.6
muestran la composicién de las BRLs de los tres modelos descriptivos comentados
y permiten observar las diferencias existentes entre ellas.

e Del mismo modo, los dos SBRDEs para el aprendizaje de BRDs aproximativas de
tipo Mamdani propuestos en esta memoria obtienen mejores resultados en la apro-
ximacion de ambos conjuntos que los otros dos procesos evolutivos de aprendizaje
de BRDs de este tipo considerados. Ambos sistemas permiten generar modelos di-
fusos con una capacidad de generalizacién del orden de la obtenida por el modelo
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Tabla 7.6. Tablas de decision de los modelos cualitativos obtenidos mediante el SBRDE
D3 para el problema del modelado de zonas rurales

E2
MP P M MG
MP|2-MP A/IIDP P P|2-M
P
P 2-P M M
G
El| M 2-P |2-MG
G
MG M

cualitativo comentado en el punto anterior (algo mejor en el caso del SBRDE A3y
un poco peor en el caso de A4), pero con una mejor aproximacion del conjunto de
entrenamiento.

7.1.4.2 Modelo Difuso de Zona Urbana

Las conclusiones asociadas al segundo de los problemas analizados en esta seccion son las
que se muestran a continuacién:

e El mejor modelado se ha obtenido haciendo uso del SBRDE para el aprendizaje de
BCs de tipo TSK presentado en el capitulo 6 de esta memoria. El modelo generado
ha conseguido el mejor resultado global en la aproximacién de ambos conjuntos,
con una diferencia bastante significativa con respecto a los restantes. Al contrario
que en la aplicacion estudiada en la seccion anterior, en este caso el empleo de la
EFE — (1 4+ 1) para optimizar el 20 por ciento (o = 0.2) de los individuos de la
poblacién genética en el proceso de refinamiento ha dado lugar a la obtencién del
mejor comportamiento.

e Como ya hemos comentado anteriormente, el problema del modelado de zonas ur-
banas parece presentar menor complejidad que el de zonas rurales. Esta conclusién
ha sido obtenida a la vista de que, sin tener en cuenta el resultado obtenido por el
SBRDE para el aprendizaje de BCs TSK presentado en esta memoria, se han dado
las dos circunstancias siguientes:

— Todos los modelos cualitativos obtenidos a partir de los SBRDEs para el apren-
dizaje de BCs descriptivas de tipo Mamdani se comportan mucho mejor que
los modelos difusos generados a partir de los distintos procesos evolutivos de
aprendizaje de BRDs aproximativas.
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— EI SBRD aproximativo que mejor rendimiento presenta es el generado a partir
del SBRDE que emplea el proceso de generacion de reglas descriptivas de WM
como primera fase del aprendizaje. Los demas han obtenido resultados bastante
peores en la resolucién del problema.

Este hecho se ratifica a la vista del comportamiento presentado por los dos SBRDEs
introducidos en el capitulo 5, ya que el basado en semantica libre restringida, A4,
permite obtener mejores resultados que el basado en la no restringida, A3. Recor-
demos que el primero de ellos era mas adecuado para trabajar con problemas de
complejidad intermedia, mientras que el segundo se comportaba mejor en problemas
de alta complejidad. Por ello, el hecho de que el primero de ellos presente mejor
rendimiento en la aplicacién actual es un resultado coherente.

El SBRDE para el aprendizaje de BCs descriptivas presentado en el capitulo 4 de esta
memoria ha permitido obtener tres modelos cualitativos con mejor comportamiento
y menor complejidad que los generados a partir de los otros dos SBRDEs de la
misma familia considerados. Ademas, se ha demostrado de nuevo la coherencia
de los parametros considerados en la metodologia presentada en el capitulo 3 con
el hecho de que los SBRDs obtenidos empleando el valor € = 2 presentan mejor
rendimiento y contienen mas reglas en la BC que los generados tomando € = 1.5.

7.2 Valoracion de la Calidad del Arroz

7.2.1 Planteamiento del Problema

La valoracion subjetiva de la calidad de las comidas es un problema muy importante pero,
a la vez, muy dificil. En el caso de la valoracion de la calidad del arroz, el analisis de su
sabor se suele llevar a cabo mediante un tipo de valoracién subjetiva denominado prueba
sensorial. En esta prueba, un grupo de expertos, habitualmente formado por 24 personas,

proceden a dar su evaluacion sobre una serie de caracteristicas asociadas a cada tipo de
arroz. Dichas caracteristicas son las siguientes:

El
E2
E3
E4

Sabor.
Aspecto.
Gusto.

Grado de pegajosidad.
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E5. Dureza.

S. Valoracion global del tipo de arroz.

Debido a la gran cantidad de variables relevantes, el problema de la valoracién de la ca-
lidad del arroz se hace muy complejo, lo que justifica la necesidad de afrontar un modelado
que permita determinar la relacién no lineal existente en el mismo. Ademads, el objetivo
no es unicamente el conseguir un modelado con buen rendimiento, sino también que el
modelo obtenido pueda aportar alguna informacion sobre el proceso de razonamiento que
lleva a cabo el experto humano para evaluar un tipo de arroz de una forma concreta. Por
todas estas razones, en esta seccion nos planteamos la obtencién de un modelo cualitativo
que nos permita resolver el problema planteado.

7.2.2 Obtencion de un Modelo Cualitativo para la Valoracion de
la Calidad del Arroz a partir de los Sistemas Basados en
Reglas Difusas Evolutivos Propuestos

Para poner en practica la tarea comentada en la seccion anterior, vamos a emplear el
conjunto de datos presentado en [NIT97]. Dicho conjunto esta compuesto por 105 vectores
de datos que recogen valoraciones subjetivas de las seis variables en cuestion, efectuadas
por expertos sobre otros tantos tipos de arroz cultivados en Japén (como por ejemplo
el Sasanishiki, el Akita-Komachi, etc.). El sistema a modelar esta basado, por tanto,
en cinco variables de entrada, las cinco caracteristicas comentadas, y una de salida, la
valoracion global del tipo de arroz estudiado. Las seis variables estan normalizadas, por
lo que toman valores en el intervalo real [0, 1].

Para la resolucion de este tltimo problema, vamos a proceder del mismo modo en el
que los autores lo hacen en los trabajos [INT*94, NIT97]. En lugar de realizar una tinica
particién del conjunto de datos original en un subconjunto de entrenamiento y otro de
prueba, obtendremos varias particiones distintas de un modo aleatorio y consideraremos
dichas particiones para generar distintos modelos cualitativos en cada experimento. Al
actuar de este modo, evitamos que el comportamiento del proceso de diseno esté sesgado
por la particion escogida, caso que podria darse debido a la dimension tan pequena que
presenta el conjunto de datos del que se dispone. En concreto, vamos a generar diez
particiones distintas compuestas por 75 datos en el conjunto de entrenamiento y 30 en
el de prueba. El tamano de las particiones coincide, por tanto, con el considerado en

[INT+94, NIT97].

Por otro lado, puesto que en este caso el objetivo es, no sélo obtener la estimacion mas
precisa posible, sino que el modelo obtenido finalmente sea interpretable, vamos a trabajar
unicamente con procesos que permitan la generacion de modelos cualitativos. Conside-
raremos dos de los tres SBRDEs de este tipo presentados en esta memoria, asi como el
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proceso de aprendizaje inductivo presentado por Nozaki y sus colegas en [NIT97]. Con
ello, los procesos de aprendizaje considerados son los siguientes:

D1. El proceso inductivo de aprendizaje presentado en [NIT97].

D2. El SBRDE en dos etapas compuesto por el algoritmo de WM presentado en el
Apéndice B, como primera fase, y el proceso genético de ajuste de BCs descriptivas
de tipo Mamdani introducido en la seccion 4.4 del capitulo 4, como segunda.

D3. El SBRDE en tres etapas para el aprendizaje de BCs descriptivas de tipo Mamdani
presentado en el capitulo 4.

El hecho de no considerar el tercero de los SBRDEs para el aprendizaje de BCs des-
criptivas de tipo Mamdani con el que hemos trabajado en esta memoria, el basado en el
proceso evolutivo de aprendizaje de BRLs de Thrift, se debe a que, como hemos podido
observar en los experimentos realizados en las dos secciones anteriores, dicho proceso sue-
le obtener un numero excesivo de reglas en los modelos cualitativos que genera. Puesto
que el problema con el que estamos trabajando presenta cinco variables de entrada, la
gran cantidad de combinaciones posibles en el antecedente daria lugar a que se obtuvieran
BRLs realmente intratables a partir del proceso evolutivo de aprendizaje comentado.

Al igual que se hacia en [NIT97], hemos considerado las mismas particiones difusas
para las seis variables manejadas. Dichas particiones se han obtenido mediante un proceso
de normalizacion en el que se ha dividido sucesivamente el universo de discurso de cada
variable en 2, 3, 4 y 5 partes iguales, y se ha asociado a cada una de ellas un conjunto
difuso triangular.

Los parametros empleados en la ejecuciéon de los dos SBRDEs considerados son los
que se muestran a continuacién:

e SBRDE D2:

— Proceso genético de ajuste de BCs descriptivas: Tamano de la poblacién: N =
61; valores de las probabilidades de cruce y mutacion: P. = 0.6 y P, = 0.1

(por individuo); nimero de generaciones: Gen = 1000; valores asociados al
operador de cruce max-min-aritmético y a la mutacion no uniforme: a = 0.35
y b=>5.

e SBRDE D3:

— Proceso iterativo de generacion de reglas lingiisticas: Valor de los parametros
considerados en la funcién de adaptacion: e = 1.5, w = 0.05 y k£ = 0.1.

— Proceso genético de multisimplificacion: 7 = 0.1, N =61, P. = 0.6, P,, = 0.1
(por individuo), Gen = 500 y nimero de soluciones a generar: 1.
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Tabla 7.7. Resultados obtenidos en la valoracién de la calidad del arroz

D1 D2 D3
Net.| #R  ECuuy ECpue | #R  ECuy ECpue | #B  ECany  EC,.
32 0.00862 0.00985 | 15 0.00110 0.00213 | 6  0.00107 0.00237
243 0.00251 0.00322 | 23 0.00073 0.00460 | 10.6 0.00069 0.00301

1024 0.00133 0.00208 | 29.5 0.00089 0.00272 | 20.5 0.00087 0.00273
3125 0.00082 0.00210 | 42.9 0.00044 0.01440 | 37.3 0.00042 0.01061

T W N

— Proceso genético de ajuste de BCs descriptivas: los mismos que en la misma

etapa del SBRDE D2.

Antes de presentar los resultados obtenidos por los tres procesos de diseno en la
resolucion del problema y plantear un pequeno estudio comparativo, es necesario analizar
la composicién del método D1, propuesto por Nozaki y sus colegas en [NIT97]. Dicho
proceso de aprendizaje emplea un parametro, «, que define una funcién no lineal de
escalado (del tipo de las comentadas en la seccién 2.3.2.1 del capitulo 2) sobre las entradas y
las salidas del sistema. Puesto que los dos SBRDEs considerados, D2 y D3, no incluyen
esta posibilidad, hemos decidido no tenerla en cuenta en las ejecuciones realizadas del
proceso D1, con objeto de que la comparativa efectuada sea lo mas realista posible. Por
esta razon, hemos considerado el valor @ = 1 para dichas ejecuciones, con lo que no se
aplica ningun tipo de escalado en los SBRDs disenados.

Los resultados obtenidos en la experimentacion realizada estan recogidos en la tabla
7.7,en la que N et. representa el nimero de etiquetas considerado en las particiones difusas
de las seis variables. Los valores contenidos en las columnas FEC.,;, vy EC,.,. han sido
calculados haciendo la media de los errores cuadraticos cometidos por los diez modelos
cualitativos generados en cada caso en la aproximacion de los conjuntos de entrenamiento
y prueba, respectivamente. La columna notada por # R contiene el nimero medio de
reglas que componen las BCs de dichos modelos.

7.2.3 Conclusiones

A continuacién presentamos las conclusiones obtenidas en la ultima de las aplicaciones
consideradas en este capitulo, la valoracién de la calidad del arroz:

e En lo que respecta a los resultados globales, el proceso inductivo de aprendizaje de
Nozaki y sus colegas, D1, ha obtenido el mejor resultado en media con respecto
al nivel de generalizacion de los distintos conjuntos de prueba, 0.00208, en el caso
en el que se consideran 4 etiquetas en las particiones difusas asociadas a las seis
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variables del problema. En este aspecto, las diferencias no han sido excesivamente
significativas, ya que los SBRDEs D2 y D3 han obtenido, respectivamente, los
valores 0.00213 y 0.00237; ambos al trabajar con 2 etiquetas.

En cambio, el mejor nivel de aproximacién de los conjuntos de entrenamiento,
0.00042, ha sido obtenido por el SBRDE para el aprendizaje de BCs descriptivas de
tipo Mamdani presentado en el capitulo 4, D3, al trabajar con 5 etiquetas. En este
caso, las diferencias no son significativas con respecto al otro SBRDE considerado,
D2, que ha obtenido el valor 0.00044 al trabajar con 5 etiquetas, pero si en compa-
racion con el proceso D1, que sélo logra presentar el valor 0.00082, también con 5
etiquetas.

De todos modos, para analizar de un modo mads realista estos resultados, debemos
tener en cuenta no sélo la precision de los modelos cualitativos generados, sino tam-
bién su complejidad, es decir, el numero de reglas linguisticas que componen sus
BCs. Recordemos que el objetivo que se perseguia en esta aplicaciéon no era unica-
mente obtener un modelo con buen rendimiento, sino conseguir que dicho modelo
fuera interpretable por el ser humano. Por esta razén, aunque el proceso de apren-
dizaje D1, al trabajar con 4 y 5 etiquetas, permite generar los modelos con mejor
nivel de generalizacion, éstos no serian utiles en la practica, ya que seria imposible
interpretar un modelo cualitativo cuya BC estuviese compuesta por 3125 reglas o,
incluso, por 1024.

En cambio, los modelos cualitativos generados mediante los SBRDEs D2 y D3, al
trabajar con 2 etiquetas, son muy adecuados ya que su nivel de generalizacion es
muy similar al de los modelos generados a partir de D1, y su complejidad es mucho
menor (15 y 6 reglas, en media, respectivamente). Estos modelos si pueden ser
interpretados en la préactica por el ser humano.

Por otro lado, analizando individualmente cada experimentacién, podemos destacar
que el proceso de Nozaki, D1, obtiene el mejor resultado con respecto al nivel de
generalizacion en dos ocasiones, al trabajar con 4 y 5 etiquetas. En cambio, para las
otras dos combinaciones obtiene el peor resultado de los tres procesos estudiados,
tanto en el nivel de generalizacién como en el de aproximacion, en el que es el peor en
todas las ocasiones, a pesar de presentar siempre el numero de reglas mas elevado.

El primero de los SBRDEs considerados, D2, logra el mejor comportamiento con
respecto al nivel de generalizacion en una ocasion, al trabajar con 2 etiquetas, pero
nunca es el mejor en la aproximacion, ya que en los cuatro casos obtiene el segundo
mejor resultado.

Por ultimo, nuestro SBRDE, D3, alcanza el mejor nivel de generalizacion solamente
en un caso, con 3 etiquetas, pero es el que mejor aproxima al conjunto de entrena-
miento en las cuatro combinaciones consideradas. Este hecho es bastante curioso al
ser el proceso que genera los modelos cualitativos mas simples, es decir, con menor
numero de reglas, de los tres considerados.
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e Finalmente, el comportamiento general de los tres procesos en funcién del numero
de etiquetas considerado ha sido bastante similar en lo que respecta al nivel de
aproximacién, pero ha variado algo mas en el nivel de generalizacién. Todos ellos
obtienen el mejor valor para el primer caso al trabajar con 5 etiquetas (0.00082,
0.00044 y 0.00042 para D1, D2 y D3, respectivamente) y el segundo mejor al
trabajar con 4 etiquetas, el primero, y con 3, los otros dos. Parece ser que el empleo
de un niumero elevado de etiquetas beneficia a esta caracteristica.

En cambio, en lo que respecta al nivel de generalizacién, el comportamiento es algo
mas variado. El primer proceso obtiene su mejor valor (0.00208) considerando 4
etiquetas, mientras que los dos SBRDEs lo alcanzan cuando hacen uso unicamente
de 2 etiquetas (0.00213 y 0.00237, respectivamente).
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Resultados Obtenidos y Conclusiones

Hemos presentado una metodologia evolutiva de aprendizaje de bases de reglas difusas
junto con cuatro SBRDEs concretos basados en la misma. Los procesos evolutivos de
aprendizaje propuestos son capaces de llevar a cabo el diseno de SBRDs de los distintos
tipos existentes a partir de la informacién numérica y experta disponible.

Los resultados obtenidos en esta memoria y algunas conclusiones sobre los mismos se
resumen en los siguientes apartados:

A. Sistemas Basados en Reglas Difusas Evolutivos

Se ha realizado un estudio de los distintos SBRDEs [CH95, CHHVL96], métodos de
aprendizaje automatico de bases de reglas difusas basados en el empleo de AFEs, anali-
zando los distintos tipos existentes junto con sus principales aspectos. Asimismo, hemos
estudiado algunos procesos concretos pertenecientes a cada una de las familias existentes.
De este estudio hemos extraido las siguientes conclusiones:

1. El aspecto mas destacable de los SBRDEs es su capacidad para combinar las buenas
caracteristicas de la técnica de diseno, el AE, y del sistema que esta siendo disenado,
el SBRD; asi como su capacidad de incorporar la informacién disponible en el proceso
evolutivo para mejorar el proceso de diseno.

2. El problema principal a resolver en el campo de los SBRDEs es el problema de
cooperacién-competicion (PCC), que se plantea el modo en el que se combinan las
caracteristicas comentadas en el punto anterior; es decir, el modo en que se establece
la competicion entre los individuos de la poblacién para obtener el mejor nivel de
cooperacion posible en la base de reglas difusas generada finalmente.

3. La resolucién del PCC depende en gran medida del esquema de aprendizaje evo-
lutivo en que esté basado el SBRDE. Mientras que es muy complicado de resolver
haciendo uso del enfoque Michigan, tanto el enfoque Pittsburgh como el enfoque de
Aprendizaje Iterativo de Reglas (AIR) permiten resolverlo de un modo mas sencillo.

4. Existen distintos tipos de SBRDEs segin qué componentes de la base de reglas
difusas se consideren en el proceso de aprendizaje. De este modo, podemos distinguir
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entre SBRDEs para la definicién evolutiva de la Base de Datos, para el aprendizaje
evolutivo de la Base de Reglas lingtiisticas y para el aprendizaje evolutivo de la Base
de Conocimiento completa.

Existen una serie de aspectos de diseno que han de ser afrontados para construir
un SBRDE y que condicionan directamente el comportamiento del mismo. Dichos
aspectos son, entre otros, la eleccion del esquema de representacién empleado, el
disenio de los operadores evolutivos, el disefio de la funcién de adaptacion, la especi-
ficacion del modo en que se empleard el conocimiento disponible y la definicion del
esquema de formacion de nichos.

B. Metodologia Evolutiva de Aprendizaje de Bases de Reglas Difusas

El capitulo 3 de esta memoria recoge los aspectos basicos del paradigma evolutivo de

aprendizaje de bases de reglas difusas propuesto [CdJHLITh]. A continuacién resumimos
dichos aspectos:

1. La metodologia propuesta se basa en el enfoque AIR, con lo que los procesos evo-

lutivos de aprendizaje construidos a partir de la misma seran SBRDEs en varias
etapas.

. Trata de aprovechar al maximo el conocimiento disponible sobre el sistema a disenar,

permitiendo que los SBRDEs construidos a partir de la misma incorporen este co-
nocimiento de una forma sencilla y presenten distintas formas de uso dependiendo
del tipo y la cantidad de informacion disponible.

Considera la satisfaccion de las propiedades de completitud, cubrimiento y consis-
tencia por parte de las bases de reglas difusas generadas, con objeto de conseguir
que éstas presenten mejor comportamiento.

Presenta una amplia gama de mecanismos para mejorar la resolucién del PCC tales
como:

o Afrontar parte de la cooperacion entre las reglas generadas en la primera etapa
del aprendizaje empleando criterios basados en nichos [CH96a, CH96b, CH96¢,
CH97b, CH97¢] o en medidas locales de error [CH97a, CH97d].

e Permite que la primera etapa del aprendizaje, el proceso de generacion de reglas
difusas, pueda ser implementada mediante un algoritmo inductivo [CHL96¢,
CH97c] o cualquier tipo de AF, [CH96a, CH97c], y no sélo por medio de un AG
[CH96b, CH96¢, CH9Th, CHI7d]. Gracias a esto, es posible agilizar la ejecucién
de este proceso en el caso en que el espacio de bisqueda no sea excesivamente
grande.
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e Considerar dos procesos evolutivos de postprocesamiento en lugar de solamente
uno. De este modo, el postprocesamiento incluye tanto la simplificacién de la
base de reglas difusas generada en la primera etapa del aprendizaje, como el
ajuste de la forma de las funciones de pertenencia, lo que da lugar a que los
SBRDEs basados en esta filosofia puedan obtener mejores soluciones.

e Disenar distintas definiciones de la base de reglas difusas a lo largo del proceso
evolutivo de aprendizaje, con el objeto de devolver como salida la que mejor
nivel de cooperacion presente al finalizar éste. Esta tarea se lleva a cabo me-
diante un esquema de nichos distinto considerado en el proceso genético de
multisimplificacién [CH96¢].

e Emplear los esquemas de representacion y operadores evolutivos mas adecuados
para el tipo de informacion que se esté manejando, con objeto de mejorar al
maximo posible el proceso de busqueda efectuado por el AE. Una posibilidad
novedosa es la de emplear una EE-(1 + 1) como un operador més de un AG
buscando el refinar las mejores soluciones en cada iteracién [CH96b, CH96c,

CH97b, CHI7d).

e Hacer uso de la informacién disponible para generar de un modo adecuado la
poblacién inicial de individuos con la que trabajara el AE [CHL96¢c, CH96a,
CH96b, CH96¢, CH97a, CH97b, CH97c, CHI7d].

C. Sistemas Basados en Reglas Difusas Evolutivos Construidos

Haciendo uso del modelo evolutivo de aprendizaje presentado, hemos construido cuatro
SBRDEs que posibilitan el diseno de todos los tipos de SBRDs existentes que manejan
entradas y salidas reales, los descriptivos y aproximativos de tipo Mamdani y los de tipo
TSK. Hemos estudiado el comportamiento de dichos procesos en el modelado de cuatro
funciones tridimensionales con distintas caracteristicas y hemos comparado su funciona-
miento con el de otros SBRDEs pertenecientes a las mismas familias. Los distintos modelos
generados por nuestros procesos han demostrado un buen comportamiento.

Resumimos brevemente los procesos evolutivos de aprendizaje propuestos en los parra-
fos siguientes:

1. ElSBRDE para el diseno de SBRDs descriptivos de tipo Mamdani [CHL96¢c, CHI97¢|:
Este primer SBRDE se basa en el empleo de una estructura especial de BC que
permite la existencia de distintas reglas lingiiisticas con el mismo antecedente y
el mismo o distintos consecuente. Este hecho posibilita la obtencion de modelos
cualitativos que mejoran el grado de aproximacion del sistema real, manteniendo al
mismo tiempo el nivel de descripcion del modelo.

Esta compuesto por tres etapas, el proceso de generacion de reglas difusas, que in-
cluye a su vez el método iterativo de cubrimiento y el método de generacion de reglas,
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implementado por medio de un algoritmo inductivo; el proceso genético de multisim-
plificacion y el proceso genético de ajuste de BCs descriptivas, implementado por
medio de un AG con codificacion real.

La funcionalidad de este SBRDE se centra en el modelado cualitativo de sistemas
con un nivel de complejidad bajo. Es 1til en aquellos casos en los que el requisito
principal del modelado es la interpretabilidad del modelo, pero el modelo cualitativo
obtenido no presenta el grado de precision deseado. Gracias a este SBRDE es
posible generar modelos que aproximen mejor el sistema real, al mismo tiempo que
mantienen un nivel de interpretabilidad aceptable.

El SBRDF para el aprendizaje de BRDs aproximativas de tipo Mamdani segun el en-
foque de semdntica libre no restringida [CH96a, CH97¢]: Compuesto por un proceso
de generacion de reglas difusas basado en el método iterativo de cubrimiento y el
método de generacién de reglas, implementado por medio de un algoritmo inductivo
y una EE-(1 4+ 1); por el proceso genético de multisimplificacién y por un proceso
genético de ajuste de BRDs aproximativas, que hace uso de un AG con codificaciéon
real.

Puesto que las unicas restricciones impuestas en la generacion de las funciones de
pertenencia manejadas en las reglas difusas aproximativas son que estén definidas
dentro de un intervalo global concreto y que presenten una forma coherente, este
segundo proceso evolutivo de aprendizaje esta aconsejado para el modelado difuso
de sistemas que presenten una complejidad muy alta, en los que un modelo cualitativo
no permite obtener el nivel de precision deseado.

El SBRDFE para el aprendizaje de BRDs aprozimativas de tipo Mamdani segun el
enfoque de semdntica libre restringida [CH96b, CH96c, CH97b]: Su composicién
mantiene las dos ultimas fases del proceso anterior. El método de generacion de
reglas difusas aproximativas se pone en practica, en este caso, haciendo uso de un
algoritmo hibrido entre un AG y una EE-(1 + 1).

El area de aplicaciéon de este SBRDE basado en el enfoque de generaciéon de semanti-
ca libre restringida la constituye el modelado difuso de sistemas con un nivel de com-
plejidad intermedio. En estos casos, el requisito principal vuelve a ser la precision
del modelo y no su poder de descripcién.

El SBRDE para el diserio de SBRDs de tipo TSK [CH97a, CHI97d]: Este proceso
esta formado unicamente por dos etapas: un proceso de generacion de reglas TSK,
compuesto a su vez por un método iterativo de generacién de antecedentes y un
método de aprendizaje de consecuentes TSK, basado en una FE — (u,A); y un
proceso evolutivo de refinamiento, implementado mediante un AE hibrido entre un

AG yuna FE — (14 1).

El ultimo de los SBRDEs propuestos esta recomendado para problemas de modelado
difuso en los que se dan dos circunstancias: el sistema a modelar es de baja com-
plejidad y el requisito principal del modelado es la precision del modelo generado.
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Debido a esta razon, es el mas adecuado para sustituir al SBRDE para el aprendi-
zaje de BCs descriptivas en aquellos casos en los que no se persiga la obtencion de
un modelo interpretable.

El siguiente cuadro resume el ambito de aplicacion de los cuatro SBRDEs propuestos en
funcion del grado de descripciéon que se desee alcanzar en el modelado y de la complejidad
del sistema a modelar:

Tabla 7.8. Ambito de aplicacion de los cuatro SBRDEs propuestos
Complejidad del sistema

Grado de descripciéon BAJA MEDIA ALTA
ALTO (Mod. cualitativo) | BCs descr. — —

BAJO (Mod. difuso) BCs TSK BRDs aprox. sem. BRDs aprox. sem.

libre restringida libre no restringida

D. Aplicaciones

Hemos considerado tres aplicaciones reales de modelado que precisaban de distintos
requisitos para evaluar el rendimiento de los distintos SBRDEs propuestos. Ademas de los
cuatro procesos evolutivos de aprendizaje presentados en esta memoria, hemos aplicado
otros cinco (dos para el diseno de SBRDs descriptivos de tipo Mamdani, dos para el diseno
de SBRDs aproximativos de tipo Mamdani y uno para el de SBRDs TSK) en la resolucion
de los problemas comentados. Las conclusiones obtenidas en cada aplicacién han sido las
siguientes:

1. Modelado de zonas rurales [CHS97]: En este primer problema, en el que el requisito
fundamental era la precision del modelo difuso obtenido, el SBRDE para el aprendi-
zaje de BCs TSK propuesto en esta memoria ha permitido la generacién del mejor
modelo, tanto en la aproximacion del conjunto de entrenamiento como en el poder
de prediccion sobre el conjunto de prueba.

En todos los casos, los SBRDEs propuestos en esta memoria han obtenido el me-
jor modelado en comparacion con los restantes procesos evolutivos de aprendizaje
considerados para cada uno de los tipos de SBRDs existentes. Cabe destacar la ob-
tencién de un modelo cualitativo con buen comportamiento y una BC muy simple,
19 reglas, mediante nuestro SBRDE para el diseno de SBRDs descriptivos de tipo
Mamdani.

2. Modelado de zonas urbanas: El mejor modelo obtenido para este problema se ha
generado, de nuevo, a partir del SBRDE para el aprendizaje de BCs TSK presentado
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en el capitulo 6, aunque en esta ocasién considerando distintos valores para los
parametros de los que se hace uso en su ejecucion.

También hemos podido observar que esta segunda aplicacion considerada en el cam-
po de la Ingenieria Eléctrica presentaba un nivel de complejidad menor que la an-
terior, por lo que los procesos evolutivos de aprendizaje para el diseno de SBRDs
descriptivos de tipo Mamdani han obtenido mejores resultados que los que permitian
generar SBRDs aproximativos del mismo tipo. Dentro de este grupo, el SBRDE pro-
puesto en el capitulo 4 de esta memoria ha sido el que mejor comportamiento ha
demostrado. Ademas, se ha constatado en la practica la coherencia de los parametros
empleados en el mismo.

3. Valoracion de la calidad del arroz: EI SBRDE para el aprendizaje de BCs descrip-
tivas presentado en el capitulo 4 nos ha permitido solucionar adecuadamente este
tercer problema, en el que no sélo se perseguia la obtencién de un modelo preciso del
sistema, sino también que dicho modelo fuera interpretable. Mediante este SBRDE,
hemos generado modelos cualitativos que, ademas de presentar un nivel de generali-
zacion adecuado, han resultado ser los mas simples en todos los casos, caracteristica
que facilita su interpretacion por parte del ser humano.

Por otro lado, estos modelos han demostrado también el mejor comportamiento en
lo que respecta al nivel de aproximacién de los conjuntos de entrenamiento, lo que
constituye un hecho curioso al ser, precisamente, los que menos reglas linguisticas
contenian en su BC de entre todos los obtenidos a partir de los tres procesos de
diseno considerados.

Trabajos Futuros

A continuacién, discutiremos alguna lineas de trabajo que quedan atin abiertos sobre
los temas tratados en la memoria. Ademas, consideraremos las extensiones sobre los
modelos propuestos que serdn objeto de futuros estudios.

Sobre el Criterio de Baja Interaccién Entre Nichos Considerado en el Apren-
dizaje de Bases de Reglas Difusas Aproximativas

Como comentabamos en el capitulo 3, el criterio de baja interaccion entre nichos,
BIEN, tiene una gran importancia en la metodologia propuesta debido a que permite
afrontar parte del problema de cooperacion entre reglas en la primera etapa del aprendizaje
de BRDs aproximativas de tipo Mamdani. En esta memoria hemos hecho uso de una
implementacién posible de dicho criterio, basada en estudiar el cubrimiento que la regla que
esta siendo generada en el momento actual produce sobre los centros de las reglas obtenidas
anteriormente y penalizar a la regla actual cuando dicho cubrimiento sea excesivo.

Puesto que la filosofia general del criterio posibilita el afrontar su implementacion por
medio de otras vias distintas nos proponemos analizar éstas y disenar otras implementa-
ciones de dicho criterio que permitan mejorar el comportamiento del proceso evolutivo de
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aprendizaje. En concreto, nos plantearemos la obtencién de distintos criterios concretos
que presenten una gradualidad en el nivel de penalizacion que aplican sobre la regla actual.

Sobre la Aplicacién de la Metodologia para el Diseno de un Nuevo Tipo de
Sistema Basado en Reglas Difusas

Tal y como hemos comentado en la seccion anterior, el SBRDE para el aprendizaje de
BCs TSK presenta un buen rendimiento cuando trabaja en problemas de modelado difuso
en los que el sistema a modelar es de baja complejidad. Puesto que este tipo de SBRDs
tienen asociado un nivel de interpretabilidad bajo debido a la estructura del consecuente
en la regla difusa que manejan, puede parecer interesante disminuir ain mas este nivel
de descripcion, siempre que se logre una ganancia en el rendimiento del modelo obtenido.
De este modo, se podria construir un nuevo tipo de SBRDE que pudiera ser aplicado en
problemas de modelado difuso de alta complejidad.

Nos proponemos poner en practica esta idea como trabajo futuro. Para ello, nos plan-
teamos la construccion de un SBRDE que, siguiendo la metodologia propuesta, permita
disenar un nuevo tipo de SBRDs, el SBRD aproximativo de tipo TSK. Este SBRD es-
tara basado en una estructura de regla difusa que considerard conjuntos difusos en lugar
de etiquetas lingiiisticas en el antecedente (siguiendo la filosofia de los SBRDs aproxima-
tivos de tipo Mamdani) y una combinacién lineal de las entradas en el consecuente (del

mismo modo que los SBRDs de tipo TSK).

Sobre la Extensién de la Metodologia para el Manejo de Problemas de Clasi-
ficacion Difusa

El paradigma evolutivo de aprendizaje y los SBRDEs propuestos han presentado un
buen comportamiento en su aplicacion a problemas en los que la variable de salida del
sistema a modelar es real. Existen otro tipo de problemas en los que dicha variable
unicamente puede tomar como valor una serie de elementos pertenecientes a un conjunto
de valores posibles. Estos problemas suelen ser denominados problemas de clasificacion vy,
en ellos, la variable de salida se encarga de asociar una determinada clase, de entre todas
las definidas en el problema, a una serie de objetos que presentan unas caracteristicas
concretas. Cuando se afronta la resolucion de estos problemas por medio de un SBRD,
esta area de trabajo recibe el nombre de clasificacion difusa.

Debido a la naturaleza especial de la variable de salida en los problemas comentados, la
metodologia propuesta no puede ser aplicada directamente para su resoluciéon, aunque gran
parte de las ideas presentadas son también utiles en este campo. Debido a esta razén, nos
proponemos extender el &mbito de aplicacion de la misma para que permita la construccion
de SBRDEs para el diseno de SBRDs que resuelvan problemas de clasificacion. Ya en
[CdJH96, CdJHLI7a] hemos realizado las primeras aproximaciones a este problema. En
particular, hemos modificado el SBRDE para el aprendizaje de BCs descriptivas de tipo
Mamdani, presentado en el capitulo 4 de esta memoria, y lo hemos aplicado a distintos
problemas de clasificacién, obteniendo resultados prometedores. Por otro lado, en el
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segundo de los trabajos citados, hemos comenzado a plantear la extension del paradigma
propuesto, considerando la integracion de nuevos métodos de razonamiento para problemas
de clasificacion difusa en la segunda etapa del aprendizaje.



Apéndice A

Funciones Tridimensionales
Consideradas para su Modelado en la
Experimentacion Realizada

En este primer Apéndice presentaremos una serie de funciones tridimensionales que
hemos escogido para ser modeladas mediante los SBRDs de distintos tipos obtenidos a
partir de los SBRDEs basados en la metodologia propuesta en esta memoriay presentados
en los capitulos 4, 5 y 6 de la misma. FEstas funciones han sido seleccionadas por tener
asociados distintos niveles de complejidad que las hacen mas o menos adecuadas para
cada tipo concreto de SBRD. Describiremos también la forma en la que ha sido obtenida
la informacion numérica necesaria para generar los distintos modelos, asi como algunos
aspectos generales de la experimentacion realizada.

A continuacién presentamos las cuatro funciones, asi como los intervalos en los que
estan definidas. Las dos primeras funciones, Fj, denominada modelo esférico, y F3, la
cual presenta dos discontinuidades en los puntos (0,0) y (1,1), son funciones unimodales
sencillas. La tercera, Fj3, es una funciéon multimodal de complejidad intermedia. Finalmen-
te, la funcion generalizada de Rastrigin, Fy, es una funcion fuertemente multimodal muy
compleja. Las caracteristicas comentadas pueden ser observadas en sus representaciones
graficas mostradas en la figura A.1.

Fl(xlva) = l’% + l’%,

X1, - [_5,5],F1($1,$2) € [0,50]

F2($17x2) — 10 PR % et 24 I M

1 —21’1 l’g-l—l’g ?

X1,T2 - [0, 1],F2($1,$2) - [0, 10]

Fy(xq,29) = €™ - sin® 79 + €2 - sin? 7y,

1,09 € [—8,8], Fy(z1, x2) € [0, 5836]
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Figura A.l1. Representaciones gréaficas de las funciones F; (arriba a la izquierda), F
(arriba a la derecha), F5 (abajo a la izquierda) y Fy (abajo a la derecha)

Fi(zy,22) = 27 + 23 — cos(18z1) — cos(18x3),
T1,T2 € [—1, 1],F4($1,$2) € [2,35231]

Para cada funcion, hemos obtenido experimentalmente un conjunto de entrenamiento
distribuido de forma uniforme en el espacio tridimensional de definicion. De este modo,
se han generado cuatro conjuntos formados por 1681, 674, 1089 y 1681 datos para las
funciones Fy a Fj, tomando respectivamente 41, 26, 33 y 41 valores uniformemente distri-
buidos en los universos de discurso respectivos de las variables de entrada y calculando el
valor asociado en la variable de salida mediante la expresiéon de la funcién. Como puede
observarse, el conjunto de entrenamiento de la funciéon F, esta formado por 674 valores,
en lugar de por 676, debido a que dicha funcion no esta definida en dos puntos del espacio.

Con objeto de evaluar el nivel de generalizacion de los SBRDs disenados sin que exista
ningun sesgo debido a la composicion de los conjuntos de entrenamiento, se han generado
otros cuatro conjuntos de datos para ser empleados como conjuntos de prueba. El tamano
de estos nuevos conjuntos es un porcentaje de los anteriores, en concreto, un diez por
ciento. Los datos han sido obtenidos generando aleatoriamente los valores de las variables
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Figura A.2. Particién difusa considerada en los experimentos realizados

de entrada en sus intervalos respectivos y calculando el valor de la variable de salida a
partir de la expresion de la funcion. Con ello, emplearemos los cuatro conjuntos, formados
respectivamente por 168, 67, 108 y 168 datos aleatorios, para evaluar el rendimiento de los
SBRDs generados calculando el error cuadratico medio cometido por éstos sobre dichos
conjuntos.

En todos los experimentos realizados, se ha considerado que no se dispone de cono-
cimiento experto sobre el problema a resolver. De este modo, la definicion inicial de las
funciones de pertenencia se ha efectuado mediante un proceso de normalizacién. Cada
espacio de entrada y salida ha sido particionado en siete partes iguales. En el caso de
trabajar con SBRDs descriptivos de tipo Mamdani o TSK, hemos asociado a cada una
de ellas una etiqueta lingiiistica del conjunto {NG, NM,NP,CFE,PP,PM, PG} (con el
siguiente significado: NG = Negativo Grande, NM = Negativo Medio, NP = Negativo
Pequerio, CE = Cero, PP = Positivo Pequenio, PM = Positivo Medio y PG = Positivo
Grande) y un conjunto difuso triangular que especifica la semantica de ésta. La figura
A.2 recoge una particion difusa de este tipo. En cambio, cuando el SBRDE se emplea
para disenar SBRDs aproximativos de tipo Mamdani, se considera directamente la par-
ticion difusa formada por los siete conjuntos difusos comentados como definicion inicial
de las funciones de pertenencia empleadas, sin tener en cuenta ningun tipo de etiqueta
linguistica.
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Apéndice B

El Proceso Inductivo de Generacion de
Reglas Difusas de Wang y Mendel

En este apéndice introduciremos brevemente el funcionamiento del proceso inductivo
de generacion de reglas difusas presentado por Wang y Mendel en [WM92]. Dicho pro-
ceso se basa en la existencia de un conjunto de datos de entrada-salida que reflejen el
comportamiento del problema a resolver y de una definicion previa de la BD formada por
las particiones difusas de los espacios de entrada y salida del problema en cuestion. La
estructura de regla difusa que maneja es la habitual regla lingtistica con n entradas y una
salida con la forma

St Xyes Ay ...y X, es A, entonces Yes B,

donde X; e Y son variables lingtiisticas de entrada y salida respectivamente, y los A; y B
son etiquetas lingtisticas asociadas con conjuntos difusos que determinan su semantica.

De este modo, las bases de reglas difusas generadas a partir del proceso de Wang y
Mendel presentan un comportamiento descriptivo y el nimero de reglas que las componen
esta acotado superiormente por el producto del nimero de términos linguisticos asociados
a las variables de entrada del sistema.

La generacion de la BRL se efectua mediante la aplicacion de los tres pasos siguientes:

1. Generar un conjunto preliminar de reglas lingiisticas: Este conjunto estara formado
por la regla que mejor cubra a cada ejemplo contenido en el conjunto de datos
de entrada-salida. La composicion de estas reglas se obtiene tomando un ejemplo
concreto, es decir, un vector de valores reales con dimension n + 1 (n valores de
entrada y uno de salida) y asignando a cada variable lingiiistica la etiqueta existente
en el conjunto de términos de la misma que tenga asociado el conjunto difuso con el
que el componente del vector tenga un mayor grado de pertenencia.
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2. Asignar un grado de importancia a cada regla: Sea la regla R = St X1 es A y X,
es B entonces Y es C generada a partir del ejemplo (21, x2,y), el grado asociado a
la misma se obtiene de la forma:

G(R) = pa(zy) - pp(r2) - po(y)

3. Construir una BRL final a partir de las reglas anteriores: En el caso en que todas las
reglas existentes en el conjunto preliminar que presenten la misma combinacion de
antecedentes tengan asociado el mismo consecuente, dicha regla es automaticamente
insertada (una sola vez) en la BRL final. En cambio, en el caso en que existan reglas
conflictivas, es decir, reglas con el mismo antecedente y distintos valores en el con-
secuente, la regla insertada sera aquella que presente mayor grado de importancia.



Apéndice C

El Algoritmo de Conteo Ponderado
para la Generacion de Reglas Difusas
Aproximativas de tipo Mamdani

Este tercer apéndice esta dedicado a describir el Algoritmo de Conteo Ponderado
(ACP) presentado en [BD95], el cual permite generar una BRD aproximativa de tipo
Mamdani, en la que las reglas manejan conjuntos difusos triangulares, a partir de un con-
junto de ejemplos F,. Para ello, se basa en el principio de generar primero los antecedentes
de las reglas y obtener a posteriori los consecuentes con ayuda del subconjunto de datos de
entrenamiento en los que dicha regla es aplicable, es decir, de los ejemplos positivos para
el antecedente de la regla en cuestion. Suponiendo que los universos de discurso asociados
a todas las variables del sistema son continuos, el algoritmo trabaja generando la forma de
los conjuntos difusos empleados en los antecedentes, A;;, a partir de una definicién previa
de los soportes de éstos, e identificando posteriormente los consecuentes correspondientes
procediendo del siguiente modo:

1. Se define el soporte (az,ak) de los conjuntos difusos A;; que pueden formar parte
del antecedente de las reglas de la BRD.

2. Para cada regla R; formada por la combinacién de antecedentes A, £ =1,....n
(donde n es el nimero de variables de entrada del sistema):

(a) Se determina la forma de los k conjuntos difusos Az, conjuntos difusos trian-
gulares definidos respectivamente por los parametros (a,, ak,, ak), calculando
los valores de a}, como la media de las componentes ex), de todos los ejemplos
positivos para el antecedente de la regla i-ésima R;:

1
aly = N Z exy,

teck;
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Mamdani

donde E; = {e € E,/ex) € (ay,a};)} es el subconjunto de FE, formado por
los ejemplos positivos para el antecedente de la regla R; y N; es el cardinal de
dicho conjunto.

Se calcula el grado de emparejamiento hj, 5 = 1,..., N;, de los ejemplos con-
tenidos en [; con el antecedente de la regla R; generado en el paso anterior.

Se determina la forma del consecuente de la regla haciendo uso de los ejemplos
contenidos en un nuevo subconjunto Ey, formado por aquellos ejemplos de
E; que presentan un grado de emparejamiento mayor que ¢ € (0,1] con el
antecedente de la regla R;. Dicho consecuente sera un conjunto difuso triangular
definido por los parametros (b;, b}, b1) obtenidos de la forma:

[ i

_ . Ycer,, i ey
by = min ey ; b = % ; : bf = max ey
e1€Eg, ZSZEE%‘ [ e1€Fg,

Como puede observarse, b, y b} son respectivamente el menor y el mayor valor
de salida, y b! es la salida media ponderada por el grado de emparejamiento de
los ejemplos contenidos en Fy,.

El valor de ¢ debe ser seleccionado de modo que cada regla tenga asociado un
nimero de elementos suficiente en el conjunto de entrenamiento £y,. Cuanto
mayor sea ¢, menos elementos seran considerados para definir la forma del
conjunto difuso que constituye el consecuente de la regla y mas precisas seran
las reglas generadas.
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