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Capítulo 1

Introducción

1.1. Superresolución

En esta memoria usaremos el término Superresolución (SR) para describir
el proceso de obtención de una imagen o de una secuencia de imágenes de
alta resolución (AR) a partir de un conjunto de imágenes observadas de baja
resolución (BR) Katsaggelos et al. (2007). Este proceso también es conocido
como Mejora de Resolución (MR) en la literatura. Desde el primer trabajo
de SR, Tsai y Huang (1984) hasta hoy han aparecido numerosas aportaciones
desde múltiples enfoques (véase Kang y Chaudhuri (Eds.) (2003), Borman
(2004), Bose et al. (2004), Farsiu et al. (2004), Ng et al. (2006), Katsaggelos
et al. (2007), Katsaggelos y Molina (2009) y Milanfar (2010)).

En los últimos años apreciamos un aumento de la actividad en el campo
de la SR estudiada desde una perspectiva bayesiana, y han sido muy nume-
rosas las contribuciones de las comunidades de Reconocimiento de Patrones
y Visión por Computadora. Se han aplicado técnicas de SR a una amplia
diversidad de imágenes como por ejemplo a imágenes astronómicas, imáge-
nes médicas (imágenes de resonacia magnética: Magnetic Resonace Imaging
(MRI), Malczewski y Stasinski (2008), imágenes Positron Emission Tom-
graphy (PET), Kennedy et al. (2006) y Single Photon Emission Computed
Tomography (SPECT), Caramelo et al. (2007), así como a la mejora de la
resolución de imágenes de satélite multiespectrales (pansharpening), Vega et
al. (2009a).

La SR puede estar basada en el movimiento entre las observaciones o li-
bre de movimiento como en Chaudhuri y Manjunath (2005). El movimiento
entre las observaciones puede ser debido a la captura desde distintas posi-
ciones de una misma imagen estática como se muestra en la figura 1.1 (a), o
la captura de una secuencia de imágenes (secuencia de vídeo) de una escena
dinámica véase la figura 1.1 (b). En el primer caso las distintas imágenes de
BR estarán sometidas a desplazamientos globales a nivel de subpixel debido
al desplazamiento relativo entre las distintas tomas. En el segundo caso en

1
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Figura 1.1: Combinación de imágenes observadas de una misma escena para
realizar SR cuando las observaciones han sido capturadas: (a) por distintas
cámaras al mismo tiempo y (b) por una cámara en una secuencia de instantes.

cambio, los desplazamientos a nivel de subpixel serán locales, como conse-
cuencia del movimiento de los distintos objetos de la escena junto con un
posible movimiento global, debido al movimiento de la cámara o al movi-
miento global del escenario.

En esta memoria nos centraremos en el estudio de la SR espacial de
escenas estáticas sujetas a desplazamientos globales como consecuencia de
traslaciones y rotaciones en un mismo plano.

1.2. Estructura de esta Memoria

Esta memoria está estructurado en los siguientes capítulos:

En el capítulo 2 presentamos una revisión bibliográfica del problema
objeto de estudio, en la que se prestará más atención a los trabajos
realizados desde una perspectiva Bayesiana.

El capítulo 3 se propone un método de SR Bayesiano variacional usando
un modelo a priori basado en la norma `1 de los gradiente horizontal
y vertical, (ver Villena et al. (2009a)).
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En el capítulo 4 proponemos la modelización Bayesiana del problema
de la SR mediante la combinación de funciones de distribución de pro-
babilidad a posteriori correspondientes a diversos modelos a priori de
la imagen de AR (ver Villena et al. (2010a) y Villena et al. (2010c)).

El capítulo 5 se aborda la SR con estimación de movimiento para los
métodos de SR propuestos en los capítulos anteriores (ver Villena et
al. (2010b) y Villena et al. (2011)).

Por último, en el capítulo 6 presentamos las conclusiones de esta me-
moria y los trabajos futuros.

En el apéndice A se estudian los métodos de inversión aproximada de
matrices ralas propuestas en Villena et al. (2009b).

En el apéndice B se describe el software desarrollado para la realización
de los experimentos presentados en esta memoria.





Capítulo 2

Superresolución: Revisión
Histórica

2.1. Introducción a la Superresolución

Por lo general la mayoría de las aplicaciones que obtienen imágenes o
vídeos de AR suelen estar basadas en el análisis y procesamiento posterior
de las imágenes adquiridas. La mayor calidad de las imágenes de AR facilita
la interpretación humana y ayuda también a su percepción automática. La
resolución de la imagen determina el nivel de detalle con el que la imagen ha
sido captada, a mayor resolución, mayor será el nivel de detalle de la imagen.

Una imagen digital está compuesta de pequeños elementos pictóricos lla-
mados píxeles. Pueden distinguirse distintos tipos de resolución de una ima-
gen: la resolución de píxeles (la cantidad de píxeles por unidad de superficie
en una impresión o en una imagen en pantalla), resolución espacial, resolu-
ción espectral, resolución temporal y resolución radiométrica. En esta tesis
estamos interesados principalmente en la resolución espacial, referida al nú-
mero de píxeles por unidad de superficie de la escena de una imagen.

La resolución espacial de una imagen digital está limitada por el tipo de
sensor utilizados en las cámara digital. En la actualidad los sensores de las cá-
maras suelen ser de tecnología CCD1 (charge-coupled device: dispositivo de
cargas eléctricas interconectadas) o de tecnología CMOS2 (complementary
metal-oxide-semiconductor: estructuras semiconductor-óxido-metal comple-
mentarias). Ambos sensores están organizados en una matriz bidimensional
de sensores fotoeléctricos llamados fotositos que capturan la imagen bidi-
mensional. En principio la resolución de las imágenes captadas depende del

1Willard Boyle y George Smith fueron los inventores el 17 de octubre de 1969 en
los Laboratorios Bell, ambos han sido premiados con el Premio Nobel de Física de 2009
precisamente por este invento.

2A principios de los años 60, la tecnología CMOS fue desarrollada por Wanlass y Sah
en Fairchild Semiconductor.

5
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número de fotositos del sensor. Un alto número de fotositos posibilita una
resolución espacial alta de los sistemas de imagen. Los sensores para capturar
la imagen deben muestrear la señal continua que les llega procedente de la
escena real. La frecuencia de muestreo determina las componentes de alta
frecuencia (detalles de la imagen) que pueden ser captadas. Esto es, a menor
resolución del sensor menor será la frecuencia de muestreo y menor será el
número de componentes de alta frecuencia que puedan ser captadas. La elec-
ción de un sensor con un número bajo de fotositos darían lugar a imágenes
de BR en las que se apreciarían efectos de bloque (imágenes pixeladas).

Una forma de aumentar la resolución espacial de las imágenes sería au-
mentando el número de píxeles a costa de disminuir el tamaño de los fo-
tositos. Sin embargo, la disminución del tamaño de los fotositos conlleva la
disminución de la cantidad de luz que incide sobre cada fotosito, causando el
conocido ruido de disparo (shot noise) (también conocido como ruido shot).
Esto obliga a establecer un equilibrio entre el tamaño del sensor y la calidad
de la señal captada. En consecuencia, las limitaciones hardware derivadas
del tamaño del sensor restringen la resolución espacial de las imágenes que
pueden ser capturadas. Paralelamente, también los detalles de la imagen
(componentes de alta frecuencia) están limitados, entre otros factores, por
la óptica, debido al emborronamiento de las lentes (asociado con la función
de dispersión puntual: point spread funtion (PSF)), el efecto de las aberra-
ciones de las lentes, la difracción de apertura y el emborronamiento debido
al movimiento.

La construcción de sistemas de imagen de AR con ópticas de calidad
resulta demasiado costosa. Además de las limitaciones por el costo, pueden
aparecer limitaciones adicionales propias de su aplicación, como por ejemplo,
en el caso de cámaras usadas en vídeo-vigilancia, limitaciones por la velocidad
de respuesta y la capacidad de almacenamiento. En el caso de las imágenes de
satélite, las restricciones físicas propias del satélite (como peso, condiciones
extremas, etc.) limitan el uso ópticas de calidad y de sensores de AR.

Otra forma de abordar este problema es procesando las señales de las
imágenes tras su captura sacando partido a su degradación y a costa de
invertir en medios computacionales tanto hardware como software. Estas
técnicas son, específicamente, conocidas como Superresolución (SR).

Dentro de las técnicas de SR podemos distinguir entre las técnicas de
SR basadas en múltiples observaciones desplazadas entre sí, que suelen de-
nominarse como SR basada en el movimiento, y las técnicas de SR libre de
movimiento como se propone en Chaudhuri y Manjunath (2005) donde la SR
está basada en los cambios del emborronamiento presente en las observacio-
nes o en los cambios de posición de las fuentes lumínicas. En esta memoria
nos centraremos en la SR basada en el movimiento.

La SR basada en el movimiento aporta técnicas para reconstruir las imá-
genes de AR a partir de un conjunto de imágenes observadas de BR, in-
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crementando el ancho de banda de la imagen y eliminando la degradación
provocada por el proceso de captura de las imágenes observadas de BR. Ca-
da imagen observada de BR es el resultado de submuestrear la escena real
y constituye una versión borrosa de la misma. La idea básica de la SR con-
siste en combinar la información no redundante en las múltiples imágenes
observadas de BR, para generar una imagen de AR. La presencia de la in-
formación no redundante en las múltiples observaciones de BR se debe a los
desplazamientos a nivel de subpixel entre las imágenes captadas.

Para comprenderlo mejor utilizaremos la figura 2.1, en donde (a) y (b)
muestra dos sensores de CCD con igual tamaño pero con distinta resolución:
(a) de 8× 8 y (b) de 16× 16 píxeles, que captarían imágenes de BR y de AR
respectivamente. Supongamos que usamos dos sensores de BR (esto es, como
el mostrado en la figura 2.1(a)) para captar sendas imágenes. Si las imágenes
captadas estuvieran desplazadas entre sí en una distancia igual a un múlti-
plo exacto del tamaño de los píxeles del sensor, los píxeles que aparecerían
superpuestos, como se muestra en la figura 2.1(c), aportarían la misma in-
formación en ambos sensores. En este caso no sería posible poder hacer SR.
Sin embargo en el caso en que el desplazamiento no fuese múltiplo exacto
del tamaño de los píxeles del sensor, como se muestra en la figura 2.1(d), los
píxeles solapados recogerían información diferente y complementaria.

Los desplazamientos a nivel de subpixel los provocarían los movimientos
descontrolados del sistema de captación de imágenes y de la escena, como
por ejemplo los movimientos de los objetos y el movimiento orbital, en el
caso de las imágenes tomadas desde satélite.

¿Cómo podría abordarse la SR?. Una técnica cercana a la SR es la inter-
polación. Por interpolación se puede obtener una imagen de mayor número
de píxeles a partir de una sóla imagen. Pero en este caso, no se proporciona
información adicional como en el caso de la SR basada en el movimiento.
La calidad de la imagen interpolada a partir de una sola imagen está muy
limitada por el mal condicionamiento del problema y la pérdida de las com-
ponentes de alta frecuencia que no pueden ser recuperadas.

El aliasing no se puede eliminar si disponemos sólo de una imagen de BR.
Sin embargo, si disponemos de múltiples observaciones con desplazamientos
a nivel de subpixel, cada observación aporta información complementaria.
En base al conocimiento exacto del desplazamiento de cada observación, las
imágenes observadas pueden ser combinadas para generar una imagen de
AR. Si suponemos que la resolución de la imagen de AR es tal que se cumple
el criterio de muestreo de Nyquist, entonces la imagen de AR presenta una
representación exacta de la escena original (continua).

La figura 2.2 muestra gráficamente en qué consiste el proceso de SR.
Supongamos que las observaciones están libres de degradaciones adiciona-
les y que se conocen los desplazamientos exactos a nivel de subpíxeles entre
éstas. La cámara captura varias imágenes de BR que son el resultado de
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Figura 2.1: (a) Un sensor de CCD con 8× 8 píxeles; (b) un CCD del mismo
tamaño pero con 16 × 16 píxeles; (c) un segundo CCD desplazado en un
múltiplo exacto del tamaño del pixel; (d) Un segundo CCD desplazado en
una fracción de pixel que proporciona información complementaria.

submuestrear la escena de AR y desplazar globalmente cada observación a
nivel de subpixel como muestra la figura 2.2(a-d). Mediante interpolación
podemos invertir este proceso tras alinear las observaciones de BR a nivel
de subpixel y combinarlas en un retículo de AR, para obtener una imagen
compuesta de muestras no uniformente distribuidas sobre el retículo de la
imagen de AR (imagen muestreada arbitrariamente), como se muestra en
la figura 2.2(e). El problema de la SR consiste en transformar una imagen
muestreada arbitrariamente (figura 2.2(e)) en otra imagen muestreada uni-
formente (figura 2.2(f)).

La SR tal y como es entendida en esta memoria, ha sido utilizada en
muchas áreas de la ciencia e ingeniería como son restauración de imágenes
en Astronomía Óptica, Krist (1995),Schultz (1993), Molina et al. (2001), te-
ledetección, Bretschneider et al. (2001), Li et al. (2008), miscrospía, Gibson
y Lanni (1991), Clement (2004), imágenes médicas, Lopez et al. (2004), Mi-
chailovich y Adam (2005), Kennedy et al. (2006), Sarder y Nehorai (2006),
Malczewski y Stasinski (2008), Wong (2009) Taxt (2004), óptica, Rogge-
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Figura 2.2: [(a)-(d)] Conjunto de imágenes de BR con desplazamientos a
nivel de subpixel; (e) muestreo irregular de la imagen de AR y (f) muestreo
regular de la imagen de AR.

mann (1991), Nisenson y Barakat (1991), fotografía, Georgiev (2009), vídeo-
vigilancia, Cristani et al. (2004), etc..

En este capítulo haremos una revisión histórica de las técnicas de SR
basadas en el movimiento partiendo del modelo de observación.

2.2. Técnicas de SR Basadas en el Movimiento

Desde el trabajo seminal de Tsai y Huang (1984) la SR ha sido uno de
los campos de investigación más activos en las dos últimas décadas (véase
Borman y Stevenson (1998), Park et al. (2003), Milanfar (2010)). La SR
ha sido abordada desde el dominio de la frecuencia, el dominio espacial y la
perspectiva del procesamiento de señales hasta la del aprendizaje automático.

Los primeros trabajos de SR fueron formulados en el dominio de la fre-
cuencia, en base a la invarianza bajo traslaciones de la transformada de Fou-
rier, siguiendo el modelo propuesto en Tsai y Huang (1984). Este modelo
relaciona el aliasing de las imágenes observadas con las componentes de altas
frecuencias (detalles) de la imagen de AR a estimar. Desafortunadamente,
el planteamiento en el dominio de la frecuencia sólo permite movimientos de
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traslación sin rotaciones entre las observaciones, lo que limita su aplicabili-
dad real. En la actualidad es más frecuente el estudio de la SR en el dominio
espacial porque permite una mayor flexibilidad en la adopción de todo tipo
de modelos de degradación de la imagen. La SR se plantea como la solución
inversa al modelo de observación, que resulta ser un problema mal definido
y mal condicionado. Gran parte de los esfuerzos de los métodos de SR se cen-
tran en superar la mala definición y condicionamiento con la introducción
del término de regularización (distribución a priori en el planteamiento Ba-
yesiano) más adecuado. En las últimas décadas una parte importante de las
aportaciones aparecidas en SR adoptan el enfoque estocástico, en concreto
Bayesiano, presentándose una amplia variedad de técnicas.

En esta sección haremos una revisión de las técnicas de SR distinguiendo,
inicialmente, entre las que adoptan o no, el enfoque Bayesiano.

2.3. Modelo de Observación de la Imagen.

La señal continua procedente de la escena real sufre diferentes tipos de
degradaciones hasta convertirse en una imagen digital (en una señal de ban-
da limitada). Básicamente estas degradaciones se deben a las limitaciones
hardware de las cámaras digitales y a los fenómenos atmosféricos presentes
entre la escena y la lente de la cámara.

Las limitaciones hardware producen diferentes tipos de degradaciones en
las imágenes capturadas. Por ejemplo, la apertura del diafragma produce
emborronamiento óptico que es modelado mediante la PSF, y los tiempos
de apertura prolongados del obturador producen emborronamiento por mo-
vimiento. También produce emborronamiento el tamaño de los fotositos, ya
que los píxeles de la imagen se obtienen mediante integración sobre el área
del fotosito. Todas o gran parte al menos de las degradaciones presentes en
las imágenes han sido modeladas aplicando las diferentes técnicas de SR,
vease Park et al. (2003), Farsiu et al. (2004) y Katsaggelos et al. (2007).

La modelización del proceso de captura de la secuencia de imágenes ob-
servadas, utilizada en SR, suele partir de la señal continua procedente de
la escena real que inicialmente puede aparecer contaminada por diversos
fenómenos.

Supongamos que utilizamos una cámara digital de BR con un sensor de
N = Nh × Nv fotositos (donde Nh y Nv representa el número fotositos del
sensor en horizontal y en vertical respectivamente) para la captura de la
secuencia de imágenes observadas y que L es el número de imágenes de BR
de la secuencia. Formalizaremos el proceso de captura de la imagen k-ésima,
que denotaremos por yk el vector columna de tamaño N , en el dominio
espacial lexicográficamente ordenada como

yk = AHkC(sk)x + nk = Bk(sk)x + nk, (2.1)
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con

Bk(sk) = AHkC(sk), (2.2)

donde x representa la imagen de AR que deseamos estimar (una digitali-
zación de la escena real) con un tamaño de PN píxeles, donde P > 1
representa el factor de magnificación respecto a la resolución de las observa-
ciones, Hk es una matriz de PN × PN que representa el emborronamiento
debido a la PSF, A es una matriz de N ×PN que representa el submuestreo
e integración, nk representa el ruido y C(sk) es una matriz de PN×PN que
representa el movimiento de la imágen k-ésima de la secuencia con respecto
a la imagen de referencia, y depende de sk = (γk, ck, dk)T que son los pará-
metros del movimiento (ángulo de rotación y desplazamientos en horizontal
y en vertical).

Habitualmente la primera imagen de la secuencia se adopta como imagen
de referencia. La resolución de esta será mejorada utilizando el resto de las
imágenes de la secuencia de observaciones.

En Elad y Feuer (1999) se distingue entre el caso que se mejora sólo una
imagen de cuando se mejora la secuencia completa de observaciones, que
denominan Superresolución estática y Superresolución Dinámica respectiva-
mente. En esta memoria nos centraremos en los modelos de SR estática.

Para la estimación de la imagen de AR x se requiere resolver conjun-
tamente los sistemas de ecuaciones lineales definidos para cada observación
por la Ec. 2.2, resultando el sistema de ecuaciones lineales siguiente:

y1

y2
...

yL

 =


B1(s1)
B2(s2)

...
BL(sL)

x +


n1

n2
...

nL

 , (2.3)

que es un sistema de ecuaciones lineales típicamente mal planteado en el
sentido de Hadamard (En Hadamard (1923) se dice que un sistema de ecua-
ciones está bien planteado si existe solución, es única y la solución es estable
numéricamente, siendo esta última condición la que los sistemas de ecuacio-
nes resultantes en la SR suele incumplir). Aún más, en problemas reales estas
matrices son desconocidas y deben se estimadas desde las observaciones, re-
sultando además un sistema inestable (mal condicionado). En consecuencia,
la elección del término de regularización adecuado para obtener la imagen de
AR (distribución a priori de la imagen de AR en la aproximación Bayesiana)
resulta siempre deseable y en ocasiones crucial.

2.4. Aproximaciones no Bayesianas

Entre los diversos enfoques adoptados para resolver el problema de SR,
estimar x a partir de la Ec. (2.3), desde una perspectiva no Bayesiana dis-
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tinguiremos los basados en el dominio de la frecuencia, los que utilizan la
interpolación, los definidos a partir de la teoría de conjuntos convexos y los
que usan el apredizaje. Los métodos en el dominio de la frecuencia e interpo-
lación se caracterizan porque no afrontan la resolución directa del problema
inverso de la SR. Sin embargo, las técnicas de SR basadas en la teoría de con-
juntos convexos abordan el problema inverso de la SR directamente ya que,
este enfoque permite incluir restricciones e información a priori de la imagen
de AR de forma fácil e intuitiva. El enfoque basado en aprendizaje aparece
como respuesta a la SR a partir de un número insuficiente de observaciones.
En este enfoque el aprendizaje suple la falta de información complementaria
que permita recuperar las componentes de alta frecuencia o, la información
a priori necesaria como término de regularización para resolver el problema
inverso.

2.4.1. SR en el dominio de la frecuencia

El primer algoritmo de SR (tal como se entiende en esta memoria) fue
propuesto en Tsai y Huang (1984) para mejorar la resolución de un conjunto
de imágenes desplazadas obtenidas por satélite. Este método se basa en la
eliminación del aliasing mediante la formulación en el dominio de la frecuen-
cia. Para ello aprovecha la invarianza bajo traslaciones de la transformada
de Fourier y formula la relación entre la trasformada de Fourier de la señal
discreta de la imagen de BR y la señal discreta (sin aliasing) de la imagen
AR que deseamos estimar.

Posteriormente en Kim et al. (1990) y Tekalp et al. (1992), este método
fue extendido para incluir emborronamiento y ruido, igual para todas las
observaciones, y en Kim y Su (1993) estos pueden cambiar de unas obser-
vaciones a otras. En Bose et al. (1993) se propone el método de mínimos
cuadrados total recursivo (recursive total least squares (RTLS)) para evitar
los efectos de los errores de registrado entre las observaciones, e introduce
la regularización de Tikohonov Tychonoff y Arsenin (1977). En Su y Kim
(1994) se aborda la estimación del movimiento local dividiendo la imagen
en bloques que son superpuestos, para la estimación individual de cada blo-
que. Posteriormente en Rhee y Kang (1999) se sustituye la transformada
discreta de Fourier por la transformada discreta del coseno, reduciendo la
complejidad espacial y temporal del algoritmo de superresolución.

Los métodos de SR en el dominio de la frecuencia se caracterizan por
presentar un mecanismo de SR intuitivo, basado en el principio de supre-
sión del aliasing más allá del límite de Nyquist, resultando un proceso fácil
de comprender. Además presentan un bajo coste computacional porque su
resolución es altamente paralelizable. En contrapartida, la aplicación de los
citados métodos queda limitado a los caso en los que el movimiento entre
las observaciones y el modelo de degradación sean invariantes espacialmente
(limitando el movimiento a simple traslaciones en vertical y en horizontal).
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Las propiedades y ventajas computacionales ofrecidas por el dominio
de la frecuencia han contribuido a la aparición de métodos de SR en los
que se formula el problema inverso en el dominio de la frecuencia como
en Tom y Katsaggelos (1995), Tom et al. (1994),Molina (1994), Molina et
al. (1999),Molina et al. (2003a) y Cortijo et al. (2003). Obviamente estos
métodos están obligados a utilizar modelos de degradación invariantes es-
pacialmente. No obstante, la adopción de modelos de degradación variantes
espacialmente requieren adoptar aproximaciones para su resolución. Así en
Villena et al. (2009a) adoptamos una aproximación invariante espacialmente
para la resolución del problema SR planteado.

Una revisión detallada de los métodos en el dominio de la frecuencia la
podemos encontrar en Borman (2004) y Katsaggelos et al. (2007). En la
actualidad esta aproximación es poco utilizada.

2.4.2. SR basada en la Interpolación

En analogía con los métodos de SR en el dominio de la frecuencia, se
proponen métodos no iterativos de SR en el dominio espacial.

Para ello, se supone que la matriz de emborronamiento H es invariante
lineal (Linearly Spatial Invariant(LSI)) e igual para todas las observaciones,
y además entre las observaciones sólo se admiten movimientos simples de
traslación y rotación. En este caso las matrices H y C(sk) pueden conmutar
Elad y Hel-Or (2001), Farsiu et al. (Oct. 2004) permitiendo reescribir la
Ec. 2.1 de la forma:

yk = AC(sk)Hx + nk = AC(sk)z + nk, k = 1, 2, . . . , L, (2.4)

con Hx = z.
Note como el modelo de degradación de la Ec. 2.4 supone que las obser-

vaciones se obtienen a partir de la imagen de AR emborronada z y con ruido
nk. Este modelo de degradación nos conduce a un enfoque no iterativo de
SR basado en la interpolación y la restauración. Esta aproximación requiere
tres etapas:

1. registrado de las imágenes de BR,

2. interpolación no uniforme de las imágenes de BR en el retículo de AR
para obtener z y

3. finalmente, eliminar el emborronamiento y el ruido para obtener x.

Las imágenes de BR son alineadas utilizando algún algoritmo de regis-
trado con precisión de subpixel (véase Brown (1992), Zitova y Flusser (2003)
y en particular Vandewalle (2006), Villena et al. (2004) y Protter y Elad
(2009)). Las imágenes de BR alineadas son colocadas en el retículo de AR
en donde se aplica un método de interpolación no uniforme para rellenar los



14 Capítulo 2. Superresolución: Revisión Histórica

píxeles omitidos en el retículo de AR y obtener z. Posteriormente elimina-
mos el emborronamiento y el ruido de z para obtener x, utilizando cualquier
algoritmo clásico de desconvolución con eliminación de ruido.

En Keren et al. (1988) se propone una aproximación para la SR en dos
etapas basado en un modelo de traslación y rotación global. En Ur y Gross
(1992) se propone una interpolación no uniforme de un conjunto de imá-
genes de BR desplazadas espacialmente utilizando el teorema de muestreo
multicanal generalizado de Yen (1956) y posteriormente en Papoulis (1977),
se añade un proceso de eliminación del emborronamiento. Nguyen y Milan-
far (2000) proponen un algoritmo de SR usando una interpolación eficiente
basada en wavelet y aprovechando la estructura entrelazada de los datos de
BR. En Alam et al. (2000) se presenta un esquema de interpolación eficiente
basado en los vecinos más cercanos y utilizando un filtrado de Wiener para
eliminar el emborronamiento. Elad y Hel-Or (2001) proponen un algoritmo
de SR computacionalmente eficiente en base a considerar el movimiento de
traslación (sin rotación) entre las observaciones y suponer la matriz de em-
borronamiento invariante espacial y la presencia de ruido aditivo Gaussiano.
En Lertrattanapanich y Bose (2002) se propone un método de triangulación
para la interpolación irregular de las observaciones, pero no es robusto frente
al ruido. En Pham et al. (2006) se propone aplicar sobre z una función de
aplicabilidad de estructura adaptativa usando un modelo de facetas polino-
mial (polynomial facet model: en este modelo la intensidad de cada pixel
se define polinómicamente en términos de los píxeles del entorno cercano).
Takeda et al. (2007) proponen una técnica de núcleo de regresión adaptativa
(adaptative steering kernel regression) para interpolar z.

Las técnicas de SR basadas en la interpolación parten de un modelo de
observación simple, intuitivo y computalmente eficiente Farsiu et al. (Oct.
2004), Chiang y Boult (2000). Sin embargo, la realización secuencial de las
etapas no garantiza una estimación óptima. Por otro lado, el error de re-
gistrado se propagan fácilmente en el proceso de interpolación. Además el
proceso de interpolación no es óptimo, ya que no tiene en cuenta los efectos
del ruido ni el emborronamiento. Por último, los métodos de SR basados
en la interpolación requieren un tratamiento especial de las observaciones
para reducir el aliasing debido a que no utilizan conocimiento a priori de la
imagen de AR como término de regularización.

2.4.3. SR basada en ejemplos

El éxito de la SR reside en la elección adecuada de la información a priori
de la imagen de AR. La regularización mediante la introducción de informa-
ción a priori de la imagen de AR en el proceso de SR resulta crucial cuando
disponemos de pocas observaciones, resultando insuficiente cuando dispon-
gamos de una sola observación. Recientemente basadas en la utilización de
ejemplos, han surgido metodologías para regularizar el mal planteamiento
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del problema de la SR y poder sobrepasar los límites de la SR cuando el
número de observaciones es bajo. Estas metodologías obtienen información
a priori de la imagen AR mediante muestreo de otras imágenes similares de
forma local, Efros y Leung (1999) y Hertzmann et al. (2001).

Un posible enfoque de la metodologías basadas en ejemplos consiste en
usar los ejemplos directamente como en Freeman et al. (2002). Habitualmen-
te en este enfoque se construyen y se mantienen dos conjuntos de patrones
de entrenamiento, uno en donde aparecen las muestras de patrones de las
imágenes de AR {x1, . . . ,xn} y otro que contiene las muestras de los pa-
trones de las imágenes de BR {y1, . . . ,yn}. Además, cada elemento de un
conjunto está relacionado con un elemento del otro mediante un modelo de
observación simple yi = AHxi + ni, formando parejas de patrones (xi,yi).
Estas parejas se utilizan para obtener imágenes de HR a base de identifi-
car los patrones de BR que mejor se ajustan, y asociarles el correspondiente
patrón de AR. Normalmente, los distintos algoritmos para la identificación
de patrones de BR se formulan utilizando modelos de campos aleatorios de
Markov: Markov Random Field (MRF). Estos métodos de SR requieren co-
nocer a priori los parámetros del modelo de observación, así como el tamaño
elegido para los patrones. Una elección adecuada del tamaño de los patrones
resulta determinante en la eficiencia de estas técnicas, así como la variedad
y cantidad de ejemplos de entrenamiento utilizados.

Un modo intuitivo de realizar SR usando las parejas de patrones de entre-
namiento consistiría en buscar cada patrón de BR en las observaciones, junto
con sus patrones vecinos más cercanos entre las parejas de entrenamiento,
para obtener sus correspondientes patrones de AR. Desafortunadamente es-
ta estrategia simple puede producir distorsiones, debido al ruido y al mal
planteamiento del problema de SR Elad y Datsenko (2009).

En Freeman et al. (2002) se propone un algoritmo de propagación de
creencias: belief-propagation, Yedidia et al. (2000), basado en el modelo MRF,
para seleccionar el mejor patrón de AR entre los vecinos más compatibles
con sus patrones adyacentes. Esta idea es extendida en Sun et al. (2003)
para mejorar los bordes en la imagen de AR reconstruida y la velocidad del
algoritmo, a base de utilizar patrones de los bordes de las imágenes. En Peleg
(1990) se propone un algoritmo iterativo de Back-Proyection, con el objetivo
de asegurarse la consistencia de los datos en toda la imagen.

Estas ideas del enfoque basado en ejemplos se han aplicado para estimar
la PSF desconocida en la SR, aplicando una técnica Bayesiana MAP por
Wang et al. (2005).

Estos métodos directos basados en patrones de imágenes requieren un
conjunto de entrenamiento extenso y con patrones comprobados rigurosa-
mente.

En Tenenbaum et al. (2000) y en Chang et al. (2004) se propone otro
método sencillo de SR basados en ejemplos, en el que las parejas de patro-
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nes contienen información de vecindad (inclusión de vecinos:neighbor embed-
ding). Este método propone patrones con información de localización, que
permita relacionarlos con sus vecinos espaciales. Esto es, las relaciones de
localización, entre los patrones en BR con sus vecinos, deben mantenerse
entre los correspondientes patrones en AR. Este método requiere determinar
el valor de los parámetros siguientes: tamaño de los patrones en BR, número
de vecinos para cada patrón y el grado de solapamiento entre patrones. Estos
parámetros deben adaptarse al conjunto de patrones en AR. En concreto,
el número de vecinos se mantiene para el conjunto de patrones en AR y sin
embargo, el tamaño del patrón y el grado de solapamiento se obtienen mul-
tiplicando cada uno de ellos por el factor de magnificación; obteniéndose el
mismo número de patrones en AR y en BR. Cada patrón está representado
por los vectores de características de sus píxeles. Cada vector de caracterís-
ticas contiene cuatro valores, correspondientes a los gradientes de primer y
segundo orden, en horizontal y vertical. Básicamente este algoritmo busca,
para cada patrón obtenido de la imagen observada, el conjunto de patrones
vecinos en el conjunto de patrones ejemplo de BR, que minimicen la dis-
tancia euclídea entre ambos vectores de características. Este método genera
buenos resultados, incluso cuando utiliza base de datos de patrones menores
que las usadas en Yedidia et al. (2000).

En Yang et al. (2008b) se propone un método de SR a partir de una
sola observación basado en la teoría de compressed sensing, Candes (2006),
Donoho (2006). En este caso los conjuntos de entrenamiento son modelados
como dos diccionarios (uno para los patrones de BR y el otro los patrones
de AR) y ambos con los mismo número de patrones. La búsqueda de los
patrones es similar a la del método anterior, pero seleccionando los vecinos
que minimicen la norma `1, más robusta al ruido que la norma `2 (distancia
euclidea). Yang et al. (2010) propone una versión más eficiente del algoritmo
anterior.

Todos los métodos anteriores que operan con patrones locales se carac-
terizan por no poder garantizar la optimalidad global de la estimación.

Otro enfoque consiste en obtener, utilizando imágenes ejemplos, la dis-
tribución a priori de la imagen de AR a utilizar en la inferencia Bayesiana
MAP. Los primeros en aplicar esta idea fueron Baker y Kanade (2002). Baker
y Kanade construyen la función de distribución a priori de la imagen, en base
a la proximidad entre las derivadas espaciales de la imagen desconocida y las
características obtenidas de los ejemplos. Para cada imagen ejemplo se obtie-
nen cuatro características, que son las componentes horizontal y vertical de
la pirámide Laplaciana, junto con las componentes vertical y horizontal de
la derivada espacial de primer orden, aplicada a la pirámide Gausiana. Este
método se utiliza para aumentar de resolución imágenes faciales. Un método
similar es propuesto en Pickup et al. (2003) pero aplicado a imágenes de
texto. En Datsenko y Elad (2007) se propone una distribución a priori para
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el estimador MAP, basada en la media entre todos los posibles bloques (del
tamaño de los patrones) que se pueden formar a partir de la imagen de AR
con los patrones ejemplos. A su vez, cada bloque es ponderado por valores
binarios 0 o 1. De esta forma se puede tener en cuenta todos los píxeles de
la imagen de AR en vez de utilizar sólo los píxeles de los bloques vecinos,
evitando los valores atípicos debido al ruido. Recientemente en Protter et al.
(2009) se ha propuesto un algoritmo de SR basado en la generalización de
los algortimos de promedio no locales (Non Local Mean) para la eliminación
del ruido.

La efectividad del enfoque basado en ejemplos mejora si reducimos el
ámbito temático de las imágenes sobre las que se aplica la SR, como por
ejemplo imágenes de texto, de caras, etc.. A la aplicación de la SR sobre
caras se les suele denominar alucinación, siguiendo los trabajos de Baker
y Kanade. La alucinación ha sido tratada en Capel y Zisserman (2001),
utilizando el análisis en componentes principales, Jolliffe (2002). En Liu et
al. (2007) y Liu et al. (2001) se propone la SR de caras en dos pasos. En
el primer paso se utilizan los eigenfaces (conjunto de autovectores para el
reconocimiento de caras Turk y Pentland (1991)) y el segundo paso aplica
la aproximación basada en patrones Freeman et al. (2002). La idea de usar
los eigenfaces ha sido utilizada en Gunturk et al. (2003), Wang et al. (2005)
y en Wang y Tang (2005) entre otros. Yang et al. (2008a) utilizan también
dos pasos pero a diferencia de Wang et al. (2005) utilizan la factorización
de matrices no negativas para modelar las caras y adoptan el segundo paso
propuesto en Yang et al. (2008b) y Yang et al. (2010).

En Jia y Gong (2005) y Jia y Gong (2008) se propone un tensor para
tratar las variaciones en las caras. Todos estos trabajos de alucinación han
sido aplicados sobre imágenes de caras de frente y han sido evaluados para
reconocimiento en Gunturk et al. (2003) y Hennings-Yeomans et al. (2008).

La regularización basada en ejemplos ha resultado efectiva en los caso
de SR con un número insuficiente de observaciones. Este enfoque requiere la
elección del tamaño de los patrones apropiado para cada caso, del conjunto
de imágenes de entrenamiento y por último seleccionar la información a priori
de la imagen de AR más adecuada. Un estudio más detallado de los métodos
basados en ejemplos lo podemos encontrar en Elad y Datsenko (2009).

2.4.4. SR basada en la Teoría de Conjuntos Convexos

En este apartado mencionaremos los métodos de SR basados en la proyec-
ción sobre conjuntos convexos: Projection onto Convex Sets (POCS), Breg-
man (1967), Gubin et al. (1967).

Esta técnica consiste en formular el problema de SR mediante la de-
finición de múltiples conjuntos convexos de restricciones a los que debe
pertenecer la imagen de AR x. La inclusión de diferentes tipos de restric-
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ciones, o de información a priori sobre la imagen de AR, como conjuntos
convexos de restricciones, resulta fácil e intuitiva. Por ejemplo, el conjunto
convexo de imágenes de AR consecuentes con el proceso de captura de la
observación k-esima sería:

Ck =
{
x| ‖B(sk)x− yk‖ ≤ σ2

}
, (2.5)

donde σ2 es la varianza del ruido de la observación. Si disponemos de L
observaciones, podremos construir L conjuntos convexos Ck para 1 ≤ k ≤ L.
Si suponemos que la imagen es suave podemos definir un conjunto con-
vexo, para que tenga en cuenta esta información a priori, de la forma:
CΓ =

{
x| ‖Γx‖p < αp

}
donde Γ es un operador de suavidad. La imagen

de AR que deseamos estimar será la imagen de AR que se encuentre en
la intersección de todos los conjuntos convexos definidos. La técnica POCS
propone un algortimo iterativo para encontrar la imagen AR dentro de la
intersección de conjuntos convexos desde un valor inicial x0, de la forma:

xk+1 = PM . . .P1xk, (2.6)

donde M representa el número de conjuntos convexos definidos y Pk para
k = 1, 2, . . . ,M representan los operadores de proyección sobre los distintos
conjuntos convexos. En cada iteración se modifica la estimación de la imagen
AR, a partir del error entre las observaciones, y las observaciones generadas
a patir de la imagen de AR estimada en la iteración anterior, y esto hasta
que se cumplan todas las restricciones, supuesto que la intersección de todos
los conjuntos es no vacía.

La SR utilizando POCS fue propuesta en Stark y Oskoui (1989). las ex-
tensiones más completas del trabajo anterior la encontramos en Patti et al.
(1997) que utiliza una PSF variable espacialmente, tiene en cuenta el embo-
rronamiento por movimiento y del sensor y los efectos de aliasing derivados
del submuestreo, a diferencia de la mayoría de métodos de SR que tan solo
contemplan el emborronamiento de la lente. En Katsaggelos (1990) se defi-
nen los conjuntos convexos, en base a las restricciones de la imagen de AR
en forma de elipsoides. Como es sabido, la intersección de los conjuntos con-
vexos no garantiza una solución única, por ello, propone como solución el
centro del elipsoide menor que contenga la intersección. Posteriormente esta
aproximación fue aplicada en Tom y Katsaggelos (2001). Esta solución coin-
cide con la solución Bayesiana MAP de un problema similar. Un análisis y
comparación de los métodos ML, MAP y POCS es realizado en Elad y Feuer
(1997) que proponen un enfoque híbrido. En Patti y Altunbasak (2001) se
extiende el trabajo anterior para permitir la interpolación a imágenes de AR,
y se modifican las restricciones de los conjuntos para reducir el escalonado
en los bordes.

La gran ventaja de los métodos de SR según el enfoque POCS reside
en la facilidad de su implementación, flexibilidad para utilizar modelos de



2.5. Aproximacion Bayesiana 19

observación generales y en la facilidad de incluir información a priori. Sin
embargo, el coste computacional es alto porque la convergencia suele ser
lenta. Por último, la solución no es única, y depende de la solución inicial
escogida. No está resuelta la estimación conjunta del movimiento utilizando
POCS, como en las técnicas Bayesianas.

2.5. Aproximacion Bayesiana

Pasamos a describir a continuación la aproximación a la SR utilizada
en esta memoria, la aproximación Bayesiana. En la teoría estadística, un
proceso aleatorio o estocástico permite caracterizar sucesiones de valores de
variables aleatorias que evolucionen en función de otras. Desde esta perspeci-
va, los problemas que abordan la ciencia y la ingeniería podrían considerarse
como estudios sistemáticos de las relaciones entre las variables que describe
el acontecimiento de fenómenos naturales. En concreto, la observación de un
fenómeno concreto nos conduce a establecer relaciones con el acontecimiento
de otros fenómenos. Mediante un proceso de abstracción, estos fenómenos se
representan mediante los datos observados, y modelados estocásticamente,
con el objetivo de poder predecir futuros valores de los datos (que represen-
tan los fenómenos que acontecerán). Ante la complejidad de la realidad, el
diseñador del modelo selecciona los datos de los fenómenos observados más
relevantes, considerando al resto de datos, en los que se incluyen los datos
subyacentes desconocidos, como ruido, Beal (2003).

Aplicando la teoría de la probabilidad, a los distintos observables se les
asocian variables aleatorias que son modeladas mediante distribuciones de
probabilidad parametrizadas (Modelos Generativos), cuyos parámetros son
desconocidos. Estos parámetros deben explicar lo mejor posible los datos
observables. Sea y el conjunto de variables aleatorias que representan los
observables y θ el conjunto de parámetros, entonces

p(y|θ) (2.7)

representa el modelo generativo del conjunto de observable y, conocido el
conjunto de parámetros θ. Esta distribución de probabilidad es conocida
también como verosimilitud de las observaciones.

Habitualmente en los modelos se advierte la presencia de variables desco-
nocidas, que interactuan con los parámetros para generar las observaciones.
Sea x el conjunto de variables desconocidas, entonces el modelo generativo,
o verosimilud de las observaciones será:

p(y|x, θ). (2.8)



20 Capítulo 2. Superresolución: Revisión Histórica

2.5.1. Modelización Bayesiana.

La modelización Bayesiana considera los parámetros desconocidos y las
variables conocidas y desconocidas, como variables aleatorias. Los métodos
Bayesianos de inferencia permiten deducir distribuciones de probabilidad y
valores esperados para las variables desconocidas, a partir de las observacio-
nes.

Formulemos el modelo Bayesiano correspondiente a nuestro modelo de
degradación de la Ec. 2.1. El primer paso de la modelización Bayesiana re-
quiere determinar cuales son las variables conocidas y las desconocidas. En
la Ec. 2.1 son conocidas la observación yk y el emborronamiento Hk, que en
general se supone conocido o estimado previamente, utilizando los conocidos
algoritmos de desconvolución ciega (vease Bishop et al. (2007), F. Tsumuraya
y Baba (1994), Likas y Galatsanos (2004), Mateos et al. (2005), Bronstein et
al. (2005), Molina et al. (2006), Bioucas-Dias (2006), Babacan et al. (2009)).
El resto de las variables son desconocidas, en concreto, la imagen original
de AR x, el movimiento entre las imágenes y la imagen de referencia, re-
presentado por el vector sk, y el ruido aditivo nk. Junto con todas estas
variables, además debemos considerar como desconocidos los parámetros de
las distribuciones de probabilidades de cada una de estas variables, conocidas
y desconocidas.

El modelo generativo, o verosimilitud de la observación k-ésima sería:

p(yk|θk,x, sk), (2.9)

donde θk representa el conjunto de parámetros desconocidos, de las distri-
buciones de probabilidades definidas sobre las variables (conocidas y desco-
nocidas).

Suponiendo independiente el proceso de captación de cada una de las
observaciones, el modelo generativo correspondiente al proceso que captura
el conjunto de imágenes es:

p(y|x, {θk}, {sk}) =
L∏
k=1

p(yk|x, θk, sk). (2.10)

La modelización Bayesiana del proceso de SR se basa en definir la distri-
bución conjunta. En nuestro caso

p(y,x,{θk}, {sk}) = p(x, {θk}, {sk})p(y|x, {θk}, {sk})
= p(x|{θk})p({θk})p({sk})p(y|x, {θk}, {sk}) (2.11)

Note como en la distribución conjunta del modelo Bayesiano aparecen
las verosimilitudes de las variables conocidas y el conocimiento a priori
sobre las variables estocásticas desconocidas, como la imagen original x y
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el movimiento {sk}, que se plasman en las distribuciones de probabilidad a
priori p(x|{θk}) y p({bsk}), respectivamente.

Obviamente, el problema se simplifica si las variables y parámetros des-
conocidas, se conocen o estiman previamente. En particular, el movimiento
puede ser estimado previamente, aplicando alguno de los métodos de regis-
trado conocidos (vease Brown (1992) y Zitova y Flusser (2003)) y los pa-
rámetros seleccionados manualmente. En este caso se obtendría la siguiente
distribución conjunta:

p(y,x) = p(x)p(y|x). (2.12)

2.5.2. Inferencia Bayesiana

Una aplicación inmediata de la inferencia probabilística, en el paradig-
ma Bayesiano, sería estimar los parámetros y las variables desconocidas (en
nuestro caso x, {sk} y {θk}) maximizando la función de verosimilitud,

{x̂, ˆ{θk}, ˆ{sk}} = argmax
x,{θk},{sk}

p(y|x, {θk}, {sk}). (2.13)

A este enfoque se le suele denominar Máxima Verosilimitud: Maximum
Likelihood (ML). La solución de la SR mediante ML suele responder a una
ecuación mal condicionada, siendo necesario introducir información a priori
para obtener una buena solución.

La solución mayoritariamente utilizada en SR mediante inferencia Baye-
siana es la denominadaMáximo a Posteriori: Maximum a Posteriori (MAP),
y consiste en encontrar los parámetros y variables desconocidas que maximi-
cen la probabilidad a posteriori. La probabilidad a posteriori se define en base
a la probabilidad conjunta y a las reglas de inferencia de Bayer. Adoptando
la probabilidad conjunta definida en la Ec. 2.11, resulta la probabilidad a
posteriori definida de la forma:

p(x, {θk},{sk}|y) =
p(x|{θk})p({θk})p({sk})p(y|x, {θk}, {sk})

p(y)
. (2.14)

p(x|{θk}), p({sk}), y p({θk}) representan las funciones de densidad de
probabilidad a priori de x, {sk} y {θk} respectivamente. Note cómo p(y)
puede considerarse constante, ya que no depende de x. En consecuencia, el
estimador MAP sería
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{x̂, ˆ{θk}, ˆ{sk}} = argmax
x,{θk},{sk}

p(x, {θk}, {sk}|y) (2.15)

= argmin
x,{θk},{sk}

[− log p(x|{θk})− log p(y|x, {θk}, {sk})

− log p({θk})− log p({sk}] . (2.16)

La posibilidad de resolver analíticamente la Ec. 2.16 está condicionada
por la forma que tengan las distribuciones de probabilidad a priori, y verosi-
miludes. En muchas ocasiones, se debe recurrir a soluciones numéricas. Una
forma de simplificar la resolución del estimador MAP consiste en suponer el
movimiento, los parámetros del modelo y el emborronamiento conocidos. En
este caso el estimador MAP resultante, para un valor fijo de los parámetros
sería

x̂ = argmin
x

[− log p(x)− log p(y|x)] . (2.17)

Note cómo aumenta la envergadura del problema a medida que los pará-
metros y/o variables desconocidas deben estimarse también.

2.5.3. SR utilizando Maxima Verosimilitud (ML)

En la literatura no encontramos muchas propuestas de SR que utilicen
ML. No obstante, mencionaremos la propuesta dada en Tom y Katsagge-
los (1995) y Tom et al. (1994), en donde se aborda la SR utilizando ML,
usando un algoritmo de Esperanza-Maximización: Expectation-Maximization
(EM) propuesto en Dempster et al. (1977). En estos trabajos se adopta co-
mo término de regularización una distribución a priori auto-regresiva: Auto-
Regressive (AR). El método de SR propuesto consta de dos pasos. En el
primer paso se registran las observaciones y se elimina el emborronamiento
y el ruido. Y en el segundo paso, se interpolan todas la observaciones en el
retículo de AR. Aunque gran parte del problema se formula en el dominio
espacial, la solución se obtiene en el dominio de la frecuencia, porque sólo se
consideran desplazamientos entre las observaciones.

2.5.4. SR utilizando Máximo a Posteriori (MAP)

En la literatura encontramos numerosas metodologías de SR que adop-
tan la aproximación Bayesiana e inferencia MAP (vease Kang y Chaudhuri
(Eds.) (2003), Borman (2004), Bose et al. (2004), Farsiu et al. (2004), Ng et
al. (2006), Katsaggelos et al. (2007), Katsaggelos y Molina (2009) y Milanfar
(2010)). Básicamente, la diversas técnicas de SR que optan por la inferen-
cia MAP se distinguen en los modelos elegidos para la verosimilitud y las
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distribuciones a priori, así como las variables y parámetros desconocidos es-
timados conjuntamente. Inicialmente, las técnicas Bayesinas de SR abordan
la estimación de la imagen de AR suponiendo conocidas el resto de variables
y parámetros del modelo. Como es conocido, la calidad de la imagen de AR
estimada depende de la precisión (a nivel de subpixel), con la que el movi-
miento haya sido estimado, Vandewalle et al. (2006), Vandewalle (2006), y
de la elección adecuada para los valores de los parámetros. Pero también es
conocida la dificultad real para obtener una estimación precisa de la citada
información.

Schultz y Stevenson fueron los pioneros en la aplicación de la modeliza-
ción Bayesiana e inferencia MAP para resolver el problema de SR en Schultz
y Stevenson (1992). En ese trabajo se supone que el emborronamiento H y
el movimiento {sk} de todas las observaciones son conocidos, resultando el
estimador MAP de la imagen AR x

x̂ = argmax
x

[p(x)p(y|x)]

= argmin
x

[− log p(x)− log p(y|x))] . (2.18)

Se utiliza una verosimilitud, o modelo de degradación, p(yk|x) gaussiano,
suponiendo ruido blanco gaussiano como:

p(yk|x, βk) =
1

Z(βk)
exp

[
−βk

2
‖yk −Bk(sk)x‖2

]
, (2.19)

donde βk representa al inversa a la varianza al ruido, y Z(βk) es la función
de partición.

Como distribución a priori de x, utilizaron el modelo de campo aleatorio
de Markov de Huber (Huber Markov Random Field HMRF)). Este modelo
a priori se formula en base a la distribución de Gibbs

p(x|Ω) =
1

Z(Ω)
exp (−U(x,Ω)) , (2.20)

cuya función de energía se define como U =
∑

c∈CVc(x), donde Vc(x) es
una función de potencial definida sobre (corros: cliques) c en la imagen, y
con Z(Ω) como constante de normalización. En este caso, los autores adoptan
una función de energía definida mediante una función de Huber de la forma:

ρ(∆) =
{

∆2 |∆| ≤ µ
2µ|∆| − µ2 en caso contrario, (2.21)

donde ∆ y ∆2 representan la primera y segunda derivada de la imagen res-
pectivamente y µ un parámetro de la función. Así resulta que

∑
c∈CVc(x) =
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∑PN
k=1

(∑4
i=1 ρ(∆ixk)

)
, donde ∆i representa la derivada en las cuatro direc-

ciones i.
Posteriormente, Schultz y Stevenson (1994) adoptaron una función de

energía cuadrática. En concreto, un modelo de campos aleatorio de Markov
Gaussiano (Gaussian Markov Random Field (GMRF)), Bouman y Sauer
(1993), cuya función de energía es de la forma:

U = α
∑
c∈C

Vc(x) =
α

2
xtCx, (2.22)

siendo α la inversa de la varianza, y C la inversa de la matriz de covarianza
definida en base a los cliques, que proporciona un determinado grado de
suavidad a la imagen.

En ambas propuestas, los parámetros de las distribuciones se ajustan
experimentalmente, y la imagen de AR consecuente con Ec. 2.18 se obtie-
ne resolvendo un sistema de ecuaciones lineales de grandes dimensiones (el
tamaño de la imagen de AR al cuadrado), cuya resolución directa resulta
intratable. Para su resolución, los autores utilizaron el método numérico del
gradiente descendente.

También en Hunt y Sementilli (1992), se aborda la SR de imágenes as-
tronómicas aplicando inferencia MAP, pero a diferencia de los trabajos ante-
riores, en este se opta por distribuciones de Poisson, para modelar el modelo
de degradación.

En Cheeseman et al. (1994) y en Cheeseman et al. (1996), la SR MAP
se utilizó para la integración de imágenes enviadas por el satélite Viking.
En este caso, tanto para la verosimilitud como para la distribución a priori
de la imagen de AR se utilizarón distribuciones gaussianas. En concreto,
la distribución a priori relacionaba cada pixel con sus cuatro vecinos más
próximos.

En D.P.Capel (2001) se opta por un modelo a priori GMRF, con supre-
sión del gradiente general: general gradient-suppressing GMRF, que es una
variante del modelo GMRF, de la forma

p(x) =
1
Z
exp

(
−γ ‖Dx‖22

)
, (2.23)

donde D es un operador gradiente. Esta distribución a priori conduce a
soluciones suaves.

También se ha utilizado el modelo a priori de Variación Total: Total
Variation (TV) muy utilizada en restauración y propuesto por Rudin et al.
(1992). Una variante del modelo a priori TV, denominada Variación Total
Bilineal: Bilinear Total Variation (BTV) se propuso en Farsiu et al. (2003).
En este trabajo optaron por un modelo de ruido Laplaciano, en vez del ruido
gaussiano, para la verosimilitud, y una función de energía para la distribución
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a priori de x definida de la forma:

U = λ
n∑

l,m=−n
α|l|+|m|

∥∥∥x− SlhS
m
v x
∥∥∥

1
, (2.24)

donde λ, α y n son parámetros de la distribución a priori, y Slh y Smv son
matrices que representan operadores de desplazamiento l y m píxeles en las
direcciones horizontal y vertical, respectivamente.

La estimación conjunta del movimiento entre las observaciones (pero res-
tringido a desplazamientos en horizontal y en vertical) se estudió en Hardie
et al. (1997). Para ello, el estimador MAP utilizado fue

{x̂} = argmax
x

[p(x)p(y|x, {sk})]

= argmin
x

[− log p(x)− log p(y|x, {sk}))] . (2.25)

En este trabajo utilizaron las mismas funciones de distribución de pro-
babilidades, para la verosimilitud de las observaciones, que en Schultz y
Stevenson (1992), y una matriz de degradación Bk(sk) dependiente sólo del
movimiento sk. Sin embargo, adoptaron una distribución a priori de la ima-
gen de AR GMRF

p(x) =
1

(2π)
PN
2 |Cx|

1
2

exp
(
−1

2

∥∥xtC−1
x x

∥∥2
)
, (2.26)

donde Cx representa la matriz de covarianza de x.
En Hardie et al. (1997) para estimar el movimiento se utilizó

ŝk = argmin
sk

[yk −Bk(sk)x]t [yk −Bk(sk)x] , (2.27)

y se aplica un mecanismo tradicional de ajuste por bloques (block matching).
Para la resolución del estimador MAP, propusieron un algoritmo iterativo en
dos pasos, basado en la Minimización Alternativa: Alternating Minimization
(AM). En el primer paso estimaron la imagen x fijando los valores del
movimiento {sk}, y en el paso siguiente, fijaron x y estimaron el movimiento.
Para la estimación de la imagen de AR utilizaron el método del gradiente
descendente.

Este trabajo se extendió, para tener en cuenta también las rotaciones, en
Hardie et al. (1998). Para estimar los parámetros del movimiento, supusieron
que los ángulos de rotación entre las observaciones eran muy pequeños, para
poder aproximar los términos de la rotación en la ecuación del movimiento,
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por los primeros términos de Taylor. En Mateos et al. (2000), Segall et al.
(2003) y Segall et al. (2004) también se utilizó el ajuste por bloques para
la estimación conjunta del movimiento. En Ng et al. (2002) el movimiento
se estima conjuntamente, pero suponiendo desplazamientos muy pequeños
alrededor de cada pixel.

Unos de los problemas que plantea la SR utilizando la inferencia MAP es
la elección adecuada de los valores de los parámetros de las distribuciones. En
este sentido, en Molina et al. (2003a) se lleva a cabo la estimación conjunta
de la imagen de AR y los parámetros de la modelización Bayesiana. En ese
trabajo, utilizaron para la verosimilitud la definición dada en la Ec. 2.19 y
como la distribución a priori de x la definida por la expresión

p(x|α) ∝ α
PN
2 exp

{
−α

2
‖Cx‖2

}
, (2.28)

donde C representa el operador Laplaciano y α es el parámetro de este mo-
delo a priori. Este tipo de modelos a priori suele denominarse modelos Auto-
rregresivos Simultáneos: Simultaneous Autoregressive (SAR) Ripley (1981).
También adoptaron un marco de modelización bayesiano jerarquizado, en
el que los parámetros {βk} y α se denominan hiperparámetros. Para la es-
timación conjunta proponen un algoritmo EM en dos pasos. En el primer
paso, se estiman los hiperparámetros utilizando p(y|α, {βk}), que se obtiene
mediante la marginalización de la probabilidad conjunta sobre la imagen x,
resultando

{ ˆ{βk}, α} = argmax
{β},α

∫
x

p(x|α)p(y|x, {βk})dx

= argmax
{β},α

p(y|{βk}, α). (2.29)

En el segundo paso, se estima la imagen de AR x usando los valores de
los hiperparámetros estimados en el paso anterior.

Tipping y Bishop (2003) hacen la estimación conjunta del movimien-
to, la PSF y la imagen de AR x. Para ello, modelizan la verosimilitud, la
distribución a posteriori y la distribución a priori mediante distribuciones
Gaussianas. Para la estimación del movimiento, y la PSF utilizan la función
de verosimilitud marginalizada sobre la imagen de AR. La distribución a
priori utilizada en ese trabajo es p(x) = N (x|0,Zx) con

Zx(i, j) = Aexp

(
−‖vi − vj‖

2

r2

)
, (2.30)

donde vi y vj representan las posiciones bidimensionales de los píxeles en
i-ésimo y j-ésimo lugar, de la imagen x en forma lexicográfica, r define la
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distancia escalar para la correlación en el MRF y A determina su fuerza. Esta
distribución a priori establece una relación ponderada por la distancia de
cada pixel con los píxeles que les rodean. La utilización de esta distribución
a priori proporciona una matriz del sistema, para la estimación de x, mejor
condicionada que las GMRF citadas previamente.

En Woods et al. (2006) se aborda la estimación conjunta del movimiento
(restringido a desplazamientos en horizontal y en vertical) y los parámetros
de las distribuciones. Para ello modelan la verosimilitud y la distribución a
priori de la imagen de AR x como en Molina et al. (2003b), y trabajan en
el dominio de la frecuencia.

En Pickup et al. (2007) se realiza la estimación conjunta del movimiento,
y de los parámetros del emborronamiento, utilizando un modelo de verosimi-
litud como el de Schultz y Stevenson (1992), y como distribución a priori de
x una función de Huber. En este trabajo se aplicó el análisis empírico con-
sistente en integrar la probabilidad conjunta con respecto al movimiento y
la PSF.

La estimación conjunta de las variables desconocidas, así como la adop-
ción de modelos complejos para las distribuciones a priori, permiten poten-
ciar la calidad de las imágenes de AR estimadas. Pero aplicar la marginaliza-
ción para realizar la estimación conjunta nos obliga a proponer distribuciones
integrables, lo que restringe los tipos de modelos utilizables para la verosi-
militud y para las distribuciones a priori.

Una forma de salvar este problema consiste en aplicar técnicas de mues-
treo, como el de Monte Carlo con Cadenas de Markov: Markov Chain Monte
Carlo (MCMC); así se hace en Neal (1993), Andrieu et al. (2003), Ruanaidh
y Fitzgerald (1996) y recientemente en Tian y Ma (2010). Sin embargo, aun-
que la técnica MCMC garantiza la convergencia a nivel teórico, alcanzarla
en la práctica requiere un proceso de cálculo muy intensivo.

Recientemente, la aproximación variacional se ha propuesto como una
forma eficiente de paliar las necesidades computacionales de la simulación,
y de poder abordar estimaciones conjuntas de modelos más complejos.

2.5.5. SR con la Aproximación Variacional

Un estudio detallado de la aproximación variacional a la inferencia ba-
yesiana la podemos encontrar en Beal (2003). Los métodos variacionales son
generalizaciones del algoritmo EM, para calcular los estimadores ML o MAP.
Aunque el algoritmo EM es general y ha sido utilizado en una amplia diver-
sidad de problemas, requiere que la función de probabilidad a posteriori sea
calculable, lo que limita los modelos de degradación y de distribuciones a
priori utilizables.

En este sentido, la aportación de los modelos variacionales consiste en
aproximar la posteriori p(x,Θ|y) mediante otra función de distribución más
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simple q(x,Θ), donde Θ = {{θk}, {sk}}. La distribución q(x,Θ) se obtiene
mediante la minimización de la divergencia de Kullback-Leibler (KL) Kull-
back y Leibler (1951), Kullback (1959) entre ambas distribuciones.

La divergencia de KL se define como:

KL(q(x,Θ)||p(x,Θ|y)) =
∫

q(x,Θ) log
(

q(x,Θ)
p(x,Θ|y)

)
dxdΘ

=
∫

q(x,Θ) log
(

q(x,Θ)
p(x,Θ,y)

)
dxdΘ

+ Const, (2.31)

que siempre será positiva y será cero sólo cuando q(x,Θ) = p(x,Θ|y).
Para reducir la complejidad de cálculo se suele suponer la factorización:

q(x,Θ) = q(x)q({θk})q({sk}), (2.32)

considerando que las distribuciones aproximadas sobre la imagen y los pa-
rámetros desconocidos son independientes.

Recientemente las distribuciones a priori variantes espacialmente (como
el modelo TV propuesto en Rudin et al. (1992)) han despertado el interés
de la comunidad científica (vease Chan y Shen (2005) y Chan et al. (2005)),
y también en el campo de la SR. El modelo de distribución a priori TV se
caracteriza, a diferencia de las distribuciones a priori independientes espa-
cialmente como el SAR, porque el suavizado de la imagen real se realiza
en la dirección paralela a los bordes, y no en la dirección ortogonal. Este
tipo de distribuciones a priori ha sido abordada eficientemente utilizando la
aproximación variacional.

Una aproximación al modelo a priori TV se propuso en Farsiu et al.
(2003) como ya ha sido mencionado en 2.5.4. En Ng et al. (2007) se propone
un método de SR a partir de imágenes de vídeo utilizando una regularización
mediante el modelo TV, resultando un sistema de ecuaciones no lineales de
Euler-Lagrange que es resuelto mediante el método iterativo de punto fijo y
aplicando técnicas de precondicionamiento.

En Babacan et al. (2008c) se adopta el modelo TV para modelar la distri-
bución a priori de la imagen x, abordando la estimación conjunta mediante
una aproximación variacional, ya que, mediante la marginalización es invia-
ble. Para ello se propone un método de SR basado en la mayorización de la
distribución a priori TV, utilizando técnicas variacionales. La SR se plantea
siguiendo el enfoque bayesiano jerarquizado MAP, estimando conjuntamen-
te los hiperparámetros y la imagen de AR x a partir de las observaciones,
suponiendo conocidos tanto el movimiento entre las observaciones como las
PSF. Este trabajo se extendió con la estimación conjunta del movimiento y
los hiperparámetros en Babacan et al. (2010).

En Kanemura et al. (2009) se aplica la aproximación variacional y se pro-
pone un modelo de distribución a priori Gaussiano que preserva los bordes,
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y definido en términos del cuadrado del gradiente.
En Villena et al. (2009a) se adopta la norma `1 sobre el gradiente hori-

zontal y vertical como distribución a priori de la imagen de AR x. Para la
estimación conjunta de los hiperparámetros se aplica una mayorización de la
citada distribución a priori, dentro de la aproximación variacional, como en
Babacan et al. (2008c). Este trabajo forma parte de las aportaciones de esta
memoria y será desarrollado en el capítulo 3.

Las distintas distribuciones a priori utilizadas en SR, y en reconstruc-
ción, reflejan parte de las propiedades de una imagen real. Esto ha hecho
pensar en la posibilidad de utilizar conjuntamente más de una distribución
a priori, con el objeto de recoger la diversidad de propiedades que pueden
confluir en cada pixel, y en aplicar la aproximación variacional para la esti-
mación conjunta. En este sentido en Villena et al. (2010a) y Villena et al.
(2010c) se ha propuesto una aproximación variacional de una combinación
lineal de modelos de probabilidad a posteriori, construidos con diferentes
distribuciones a priori. En Villena et al. (2010a) se combinan modelos que
usan las distribuciones a priori TV y SAR, mientras que en Villena et al.
(2010c), Villena et al. (2010b) se combinan una distribución a priori SAR
con la obtenida de aplicar la norma `1 sobre el gradiente vertical y horizon-
tal. Estos trabajos, junto con Villena et al. (2011) en preparación, forman
parte de la aportaciones de esta tesis y serán desarrollados en los capítulos
4 y 5.

2.6. Conclusiones

La SR, como se entiende en esta memoria, ha sido abordada desde una
amplia diversidad de enfoques y perspectivas, cada una de ellas con sus
ventajas e inconvenientes.

Entre los no Bayesianos, el enfoque en el dominio de la frecuencia, limita
los modelos de degradación aplicables. Otros enfoques no Bayesianos permi-
ten utilizar modelos más complejos pero exigen un alto coste computacional.
En estos métodos, la estimación de la imagen de AR requiere el conocimien-
to previo del resto de la información desconocida del modelo. Esto limita la
calidad de las estimaciones de la imagen de AR que depende mucho de la
complejidad del modelo de degradación adoptado, y de la precisión con la
que hayan sido estimados los parámetros desconocidos, como por ejemplo
el movimiento. En concreto, es bien conocida la dificultad de conseguir un
registrado preciso a nivel de subpixel a partir de las observaciones de BR, y
la conveniencia de llevar a cabo el registrado a nivel de AR.

El enfoque Bayesiano permite la estimación de la imagen de AR con-
juntamente con el resto de parámetros desconocidos, obviamente, a costa de
aumentar la complejidad. En las secciones anteriores hemos visto las dife-
rentes estrategias posibles para obtener el estimador MAP conjunto, como
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por ejemplo el análisis de la evidencia, el análisis empírico, la utilización de
técnicas de muestreo y la aproximación variacional. Tanto el análisis de la
evidencia como el empírico restringen los modelos utilizables para la vero-
similitud y las distribuciones a priori. Estas limitaciones pueden superarse
aplicando técnicas de muestreo, pero con un elevado coste computacional.
En contrapartida, la aproximación variacional proporciona una estimación
eficiente, permitiendo utilizar distribuciones complejas, como las propuestas
en esta memoria, la utilización de modelos de distribución a priori variantes
espacialmente y la combinación de modelos.

En la modelización Bayesiana, tanto la imagen de AR como los hiper-
parámetros suelen aparecen definidos en términos de la inversa de la matriz
de covarianza. Esta matriz suele ser de elevadas dimensiones (PN × PN ,
número de píxeles de la imagen de AR al cuadrado), y ralas (sparse), si el
problema se formula en el domino espacial. Esto añade a los citados métodos
de SR la complejidad adicional derivada de la necesidad de invertir la matriz
de covarianza resultante. En un principio, cuando la estimación se refiere
sólo a la imagen de AR, como en Schultz y Stevenson (1992), este problema
queda resuelto de forma eficiente mediante el conocido método del gradiente
descendente. Sin embargo, la necesidad de invertir la matriz de covarianza
persiste para la estimación de los hiperparámetros, lo que obliga a buscar un
método aproximado adecuado para invertir la citada matriz. En Villena et
al. (2009b) se ha realizado un estudio de las técnicas de inversión aproxi-
madas de matrices del tipo de las matrices de covarianza resultantes en los
métodos de SR Bayesianos. Ese trabajo forma parte de la aportaciones de
esta memoria y será desarrollado en el apéndice A.



Capítulo 3

Superresolución Bayesiana
Variacional para distintas
Distribuciones a Priori sobre la
Imagen de AR

3.1. Introducción

La elección del modelo a priori no solo permite evitar el mal condiciona-
miento del problema inverso de la SR, sino que, en la práctica, la elección
de un buen modelo a priori para la imagen de AR determina la calidad de
las reconstrucciones y repercute en el costo computacional de los algoritmos
de SR. Así se explica la amplia variedad de modelos a priori aparecidos en
la literatura, lo que pone de manifiesto la dificultad de encontrar un modelo
a priori válido para imágenes de cualquier tipo. Estamos ante un problema
abierto, Elad y Datsenko (2009), objeto de estudio de la comunidad científica
durante las últimas tres décadas y uno de los problemas fundamentales en
el procesamiento de imágenes.

El modelo a priori actúa como término de regularización que mejora la
estabilidad de la Ec. (2.3), como ya se explica en la sección 2.3. Inicialmente
se utilizaba la regularización de Tikhonov Tychonoff y Arsenin (1977) que
en el enfoque Bayesiano es considerado como un modelo a priori GMRF Li
(2009). Estos modelos a priori se han utilizado mucho, ver entre los primeros
trabajos: en segmentación de imágenes Derin y Elliott (1987), restauración de
imágenes clásica Geman y Geman (1984), en SR Schultz y Stevenson (1996),
Hardie et al. (1997) y en desconvolución cienga Zhang (1993), Chipman y
Jeffs (1999). Los modelos GMRF siguen una distribución de Gibbs Ec. (2.20)
con una función de energía local como en Ec. (2.22). Un ejemplo de GMRF
es el SAR Ripley (1981), que ha sido ampliamente utilizado en SR (véase
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Katsaggelos et al. (2007)). La adopción de estos modelos a priori, y más
concretamente la del modelo SAR, en los procesos de reconstrucción para
SR conlleva la obtención de imágenes demasiado suaves, que no reproducen
bien las texturas ni los bordes. El modelo SAR elimina bien el ruido si no
es muy intenso, pero cuando el ruido crece las zonas suaves de la imagen
presentan un granulado molesto.

El modelo TV propuesto en Rudin et al. (1992), exhibe, en cambio, un
comportamiento bastante diferente. Se caracteriza por realzar los bordes y
suavizar las texturas. Esto lo hace muy interesante en los problemas de res-
tauración y SR. El modelo TV ha despertado un gran interés en los últimos
años, como puede verse en Chan y Shen (2005), Chan et al. (2005) y en
Farsiu et al. (Oct. 2004). Recientemente se ha utilizado el modelo TV en
restauración de imágenes y también en SR como en Babacan et al. (2008b),
Babacan et al. (2008c) y Babacan et al. (2011). Sin embargo, las reconstruc-
ciones de las imágenes obtenidas usando el modelo TV realzan demasiado
los bordes y suavizan en exceso las texturas de las imágenes.

Una alternativa al modelo TV es el basado en la norma `1 sobre los
gradientes horizontales y verticales propuesto en Villena et al. (2009a), para
distinguir el tratamiento aplicado a los bordes en una y otra dirección. Esta
distribución a priori se ha utilizado también en el problema de restauración
(ver Vega et al. (2009b)).

En este capítulo estudiaremos en detalle la SR de imágenes desplazadas y
rotadas según el paradigma Bayesiano variacional, suponiendo conocidos los
parámetros del registrado y usando, por un lado, el modelo a priori basado
en la norma `1 propuesto en Villena et al. (2009a) y por otro, el modelo a
priori SAR. Posteriormente comparamos los resultados obtenidos con los del
modelo TV propuesto en Babacan et al. (2011).

3.2. Modelización Bayesiana Jerárquica

En esta sección vamos a ir describiendo todas las distribuciones necesa-
rias en el paradigma Bayesiano Jerárquico, para modelar las incógnitas de
nuestro problema de SR. En lo que resta de capítulo daremos por conocidos
los parámetros del registrado {sk}, y para mayor comodidad no haremos
referencia a estos parámetros en las listas de variables de las distribuciones.

3.2.1. Modelos a Priori para la Imagen de Alta Resolución

Como ya hemos mencionado anteriormente, consideraremos aquí dos mo-
delos a priori, en primer término el modelo SAR, ya utilizado como compa-
ración en anteriores trabajos Villena et al. (2009a), Villena et al. (2010a),
Villena et al. (2010c), Villena et al. (2010b) y, en segundo término, el modelo
basado en la norma `1 de los gradientes horizontal y vertical propuesto en
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Villena et al. (2009a).

3.2.1.1. Modelo a Priori SAR

El modelo a priori SAR, para la imagen de AR x, se define como

p1(x|α1) ∝ α
PN
2

1 exp
{
−α1

2
‖Cx‖2

}
, (3.1)

donde C representa el operador Laplaciano y α1 es el parámetro de este
modelo a priori. Hemos utilizado la notación con subíndices p1(x|α1) para
evitar confusiones con el otro modelo a priori a estudiar.

3.2.1.2. Modelo a Priori Basado en la Norma `1

Se propone la siguiente distribución de probabilidades como modelo a
priori:

p2(x|α2) =
1

Z(α2)
exp

{
−

PN∑
i=1

[
αh2

∥∥∥∆h
i (x)

∥∥∥
1

+ αv2 ‖∆v
i (x)‖1

]}
, (3.2)

donde ∆h
i (x) y ∆v

i (x) representan el gradiente horizontal y vertical para el
pixel i, α2 = {αh2 , αv2}, siendo αh2 y αv2 los parámetros del modelo y Z(α2)
representa la función de partición que será aproximada como

Z(α2) ∝ (αh2α
v
2)−

PN
4 . (3.3)

El modelo a priori definido por la Ec. (3.2) y propuesto en Villena et
al. (2009a), utiliza diferentes parámetros para ponderar el gradiente en las
direcciones horizontal y vertical. Esto le confiere una mejor adaptabilidad a
las características de la imagen x a diferencia del modelo a priori TV, usado
por ejemplo en Babacan et al. (2008b) y Babacan et al. (2011), que posee
un sólo parámetro.

3.2.2. Modelo de Degradación

Partiremos en esta sección del modelo de degradación, descrito en la
sección 2.3, para las observaciones de BR rotadas y desplazadas, y formulado
en las Ecs. (2.1) y (2.2), que supone la presencia de ruido Gaussiano, como en
la mayoría de los métodos de SR (como por ejemplo en Schultz y Stevenson
(1992),Hardie et al. (1997), Lee y Kang (2003), He y Kondi (2006), Pickup
et al. (2007), Chan et al. (2007) y Kanemura et al. (2009)). Así podemos
modelar el proceso de observación mediante una distribución gausiana de la
forma:
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Trayectoria del retículo de coordenadas (u,v)

u , v 

uk , v k 

Aproximación bilineal

xbl sk xbr sk 

x tl sk x tr sk 

Figura 3.1: Movimiento entre los retículos de AR tomado de referencia, en
negro, y los retículo correspondiente a la imagen k−ésima de AR en rojo.
Aproximación bilineal para la celda (uk, vk).

p(yk|x, {βk}) ∝ β
NP
2

k exp
[
−1

2
βk ‖yk −Bk(sk)x‖2

]
, (3.4)

donde βk representa la inversa de la varianza del ruido y Bk(sk) = AHkC(sk)
ha sido definida en la Ec. (2.2).

Si suponemos que las distintas observaciones de BR son estadísticamente
independientes, la verosimilitud del conjunto de observaciones LR, vendría
dada por la expresión

p(y|x, {βk}) =
L∏
k=1

p(yk|x, βk). (3.5)

La figura 3.1 muestra una representación de los retículos cuadrangulares
correspondientes a las imágenes de AR de referencia (en negro) y rotadas



3.2. Modelización Bayesiana Jerárquica 35

y desplazadas k-ésima (en rojo). Cada pixel tiene una celda asociada en el
retículo, en cuyo vértice superior izquierdo se ubica.

Describamos ahora, de forma explícita, la matriz PN × PN C(sk) de
la Ec.(2.1), que aplicada a la imagen de AR x, que suponemos centrada
en el retículo de referencia, permitiría obtener la imagen de AR rotada y
desplazada k-ésima. Denotemos como (u, v)t las coordenadas del retículo
desplazado y rotado k-ésima, relacionadas mediante la expresión siguiente

(
uk
vk

)
=
(

cos(γk) − sin(γk)
sin(γk) cos(γk)

)(
u
v

)
+
(
ck
dk

)
, (3.6)

siendo sk = (γk, ck, dk)t. Llamaremos (∆uk,∆vk)t a los desplazamientos en-
tre los píxeles en una y otra imagen de AR(

∆uk
∆vk

)
=
(
uk
vk

)
−
(
u
v

)
, (3.7)

Cuando la transformación geométrica definida por la Ec. (3.6) se aplica
globalmente a la imagen discreta x, la celda del retículo desplazado corres-
pondiente al vértice (uk, vk)t, cubrirá parcialmente varias celdas del retículo
de referencia (véase la figura 3.1). Una vez aplicada esta transformación, no
poseeremos observaciones en las nuevas posiciones de los píxeles, y tendre-
mos que deducir sus valores de las observaciones del retículo de referencia,
aplicando alguna aproximación. En esta memoria adoptaremos la aproxima-
ción bilineal como en Hardie et al. (1998), Tipping y Bishop (2003), Pickup
et al. (2009) y que suele ser la que generalmente adoptan los métodos de SR.
La aproximación bilineal utiliza las intensidades de los cuatro píxeles de la
imagen de referencia más próximos a cada vértice del retículo transformado,
en concreto, los remarcados en negro en la figura 3.1, situados arriba a la
izquierda, arriba a la derecha, abajo a la izquierda y abajo a la derecha del
pixel de coordenadas (uk, vk)t y que aparecen etiquetados por xtl(sk), xtr(sk),
xbl(sk) y xbr(sk), respectivamente.

Denotaremos el vector diferencia entre la posición del pixel en (uk, vk) y la
del pixel de arriba a la derecha en el retículo de referencia por (ak(sk), bk(sk))t,
tal que (

ak(sk)
bk(sk)

)
=
(

∆uk
∆vk

)
−
(

floor(∆uk)
ceil(∆vk)

)
(3.8)

Usando la interpolación bilineal, la imagen transformada C(sk)x puede
aproximarse como (ver He et al. (2007) para más detalles)

C(sk)x ≈ Dbk(sk)(I−Dak(sk))Lbl(sk)x + Dbk(sk)Dak(sk)Lbr(sk)x

+ (I−Dbk(sk))(I−Dak(sk))Ltl(sk)x + (I−Dbk(sk))Dak(sk)Ltr(sk)x ,
(3.9)
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donde Dak(sk) y Dbk(sk) denotan matrices diagonales con los vectores ak(sk)
y bk(sk) en su diagonal, respectivamente.

Las matrices Lz con z ∈ {tl(sk), tr(sk),bl(sk),br(sk)} se construyen de
forma que el producto Lzx obtiene los valores de los píxeles ubicados arriba
a la izquierda, arriba a la derecha, abajo a la izquierda y abajo a la derecha
de (uk, vk), respectivamente.

3.2.3. Modelo de los Hiperparámetros

Tanto el modelo de imagen de la Ec. (3.2), o el de la Ec. (3.1), como el
modelo de observación Ec. (3.4), poseen hiperparámetros. En el paradigma
Bayesiano Jerárquico, los hiperparámetros se modelan mediante hiperpriors.
Nosotros usaremos distribuciones Gamma, esto es, para los hiperparámetros
θ ∈ {α1, α2, {βk}}

p(θ) = Γ(θ|a0
θ, b

0
θ) =

(b0θ)
a0
θ

Γ(a0
θ)
θa

0
θ−1exp

[
−b0θθ

]
, (3.10)

donde θ > 0, b0θ > 0 y a0
θ > 0. La media de esta distribución es E[θ] = a0

θ/b
0
θ

y la varianza Var[θ] = a0
θ/(b

0
θ)

2.

3.2.4. Modelo Conjunto

Finalmente, combinando las Ecs. (3.1), (3.5) y (3.10) obtendremos,
para el modelo SAR la siguiente distribución conjunta

p1(Θ1,y) = p1(x|α1)p(y|x, {βk})p({βk})p(α1), (3.11)

y para el modelo basado en la norma `1, combinando las Ecs. (3.2), (3.5) y
(3.10)

p2(Θ2,y) = p2(x|α2)p(y|x, {βk})p({βk})p(α2). (3.12)

donde Θl = {x, {βk}, αl}, para l = 1, 2, representa al conjunto de las incóg-
nitas para el modelo SAR y el modelo `1 respectivamente.

3.3. Inferencia Bayesiana Variacional

La inferencia Bayesiana se basa en la distribución a posteriori.

p(Θl|y) =
pl(Θl,y)

p(y)
, para l = 1, 2. (3.13)

Esta distribución no puede obtenerse de forma exacta, por la presencia de
p(y) en el denominador cuyo cálculo es intratable. Por ello hemos adoptado la
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aproximación variacional, en la que nuestro problema consiste en aproximar
la probabilidad a posteriori de la Ec. (3.13) mediante la distribución de
probabilidad q(Θl) que minimice la divergencia de Kullback-Leibler (KL), de
esta distribución respecto de la probabilidad a posteriori. Esta divergencia
propuesta en Kullback y Leibler (1951) y Kullback (1959), se define como

CKL(q(Θl)||p(Θl|y)) =
∫

q(Θl) log
(

q(Θl)
p(Θl|y)

)
dΘl

=
∫

q(Θl) log
(

q(Θl)
pl(Θl,y)

)
dΘl + Const

= M(q(Θl),y) + Const, (3.14)

es semidefinida positiva e igual cero sólo para q(Θl) = p(Θl|y).
Generalmente se asume que la distribución q(Θl) puede factorizarse como

en Bishop (2006) y Miskin (2000), resultando

q(Θl) = q(x, αl, {βk}) = q(αl)q(x)
L∏
k=1

q(βk). (3.15)

3.4. Inferencia Variacional para el Modelo a Priori
SAR

En esta sección estudiaremos la inferencia variacional mediante la Ec. (3.14)
para el modelo a priori SAR. Para este modelo el término M(q(Θ1),y) es
integrable. En el algoritmo 3.1 se resume el algoritmo propuesto para obtener
de forma iterativa las distribuciones correspondientes a la imagen de AR y
a los hiperparámetros del modelo.

Para las distintas distribuciones de la Ec. (3.15) se obtienen expresiones
del tipo siguiente

q(ξ) ∝ exp
(
〈log p1(Θ1,y)〉q(Θ1ξ)

)
, (3.16)

donde Θ1ξ denota el conjunto Θ1 pero sin el elemento ξ y< · >q(Θ1ξ)= EΘ1ξ
[·]

denota el valor esperado con respecto a la distribución q(Θ1ξ). En adelante
omitiremos el subíndiece referente a la distribución, para hacer más legible
la notación, siempre que pueda dedicirse fácilmente por el contexto de qué
distribución se trata.

Aplicando la Ec. (3.16) se obtiene para q(x)

q(x) ∝ exp

(
−〈α1〉

2
‖Cx‖2 − 1

2

L∑
k=1

〈βk〉 ‖yk −Bk(sk)x‖2
)
. (3.17)
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Algoritmo 3.1 SR utilizando el modelo SAR

Dada la estimaciones iniciales q1({βk}), q1(α1).
para j = 1, . . . hasta alcanzar el criterio de parada hacer

1. Encontrar

qj(x) = argmin
q(x)

M(qj({βk})qj(α1)q(x),y)

2. Encontrar

qj+1(α1) = argmin
q(α1)

M(qj({βk})q(α1)qj(x),y)

3. Encontrar

qj+1({βk}) = argmin
q({βk})

M(q({βk})qj+1(α1)qj(x),y)

fin para
Hacer q(Θ1) = limj→∞qj(Θ1).

Esta es una distribución normal con la siguiente matriz de covarianza inversa

cov−1
q(x)[x] =

L∑
k=1

〈βk〉Bk(sk)tBk(sk) + 〈α1〉CtC. (3.18)

El valor Ex[x] se obtiene resolviendo la ecuación

Ex[x] = covq(x)[x]
L∑
k=1

〈βk〉Bk(sk)tyk. (3.19)

Para los hiperparámetros obtenemos las distribuciones siguientes:

q(α1) ∝ α
PN
2
−1+aoα1

1 exp

−α1

b0α1
+

Ex

[
‖Cx‖2

]
2

 , (3.20)

q(βk) ∝ β
N
2
−1+a0

βk
k exp

−βk
b0βk +

Ex

[
‖yk −Bk(sk)x‖2

]
2

 . (3.21)

Basándonos en estas distribuciones, podemos obtener los siguientes esti-
maciones puntuales para los hiperparámetros:
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< α1 >=
PN + 2a0

α1

‖CEx[x]‖2 + traza
(
covq(x)[x]CtC

)
+ 2b0α1

, (3.22)

y

< βk >=
N + 2a0

βk(
‖yk −Bk(sk)Ex[x]‖2 + traza(covq(x)[x]Bt

k(sk)Bk(sk))
)

+ 2b0βk
.

(3.23)

3.5. Inferencia Variacional usando la Distribución
a Priori `1

En este apartado describiremos la inferencia variacional utilizando la
Ec. (3.14) para el modelo a priori basado en la norma `1 y que corresponde
a cuando l = 2. En este caso,M(q(Θ2),y) no puede calcularse por los tér-
minos no cuadráticos que aparecen en la integral. Para salvar este problema,
se propone una mayorización del modelo a priori basado en la norma `1, de
forma análoga a como se hizo en Bioucas-Dias et al. (2006) y Babacan et
al. (2011) para el modelo a priori TV. La citada mayorización se basa en la
desigualdad

√
w ≤ w + z

2
√
z
, (3.24)

con w ≥ 0 y z > 0.
Aplicando la desigualdad de la Ec. (3.24) en la Ec. (3.2), resulta

p2(x|αh2 , αv2) ≥ M(αh2 , α
v
2,x,w

h,wv). (3.25)

donde

M( αh2 , αv2,x,w
h,wv) = (αh2α

v
2)

PN
4 ×

exp

−
PN∑
i=1

αh2 (∆h
i (x))2 + whi

2
√
whi

+ αv2
(∆v

i (x))2 + wvi
2
√
wvi

 , (3.26)

y los parámetros desconocidos wh y wv, que también debemos estimar, son
vectores PN -dimensionales wh ∈ (R+)PN y wv ∈ (R+)PN , cuyas com-
ponentes denotamos por whi y wvi respectivamente, para i = 1, 2, . . . , PN .
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Usando la Ec. (3.25) encontramos una cota inferior a la distribución conjunta

p2(Θ2,y) ≥ p(y|x, {βk})M(αh2 , α
v
2,x,w

h,wv)p(αh2)p(αv2)
L∏
k=1

p(βk)

= F(Θ2,y,wh,wv), (3.27)

Introduciendo esta función en el integrando de la Ec. (3.14) obtenemos

M̃(q(Θ2),y,wh,wv) =
∫

q(Θ2) log
(

q(Θ2)
F(Θ2,y,wh,wv)

)
dΘ2, (3.28)

que cumple la siguiente desigualdad

M(q(Θ2),y) ≤ mı́n
{wh,wv}

M̃(q(Θ2),y,wh,wv). (3.29)

Así hemos encontrado una cota superior a la distancia de KL de la Ec. (3.14),
de la forma

CKL(q(Θ2)||p(Θ2,y)) ≤ CKL(q(Θ2)||F(Θ2,y,wh,wv)). (3.30)

La minimización del la Ec. (3.14) se puede reemplazar por la de su cota
superior Ec. (3.30), ya que la miminización de esta cota con respecto a las
incógnitas y también respecto a las variables auxiliares wh y wv de forma
alternativa en cada iteración, ajusta cada vez más la cota y su minimización
debe decrecer el valor de CKL(q(Θ2)||p(Θ2,y)).

El algoritmo propuesto para estimar variacionalmente la imagen de AR
y los hiperparámetros, lo resumimos en el algoritmo iterativo 3.2.

La cota superior de la Ec. (3.30) es cuadrática y esto permite encontrar
analíticamente la distribución que la minimiza. Obtenemos para las distintas
distribuciones sobre las incógnitas q(ξ) con ξ ∈ Θ2 la siguiente expresión

q(ξ) ∝ exp
(〈

log F(Θ2,y,wh,wv)
〉

q(Θ2ξ)

)
, (3.31)

donde Θ2ξ denota el conjunto Θ2 pero sin el elemento ξ y< · >q(Θ2ξ)= EΘ2ξ
[·]

denota el valor esperado con respecto a la distribución q(Θ2ξ).
En base a la Ec. (3.31) obtenemos de forma explícita las soluciones para

las distribuciones de las distintas incógnitas.

3.5.1. Estimación de la Imagen de AR

De la Ec. (3.31) obtenemos para q(x) la siguiente distribución normal

q(x) = N (x|Ex[x], covq(x)[x]), (3.32)
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Algoritmo 3.2 SR utilizando la norma `1

Dadas las estimaciones iniciales q1({βk}), q1(αh), q1(αv) y wh1
,wv1 ∈

(R+)PN .
para j = 1, . . . hasta alcanzar el criterio de parada hacer

1. Encontrar

qj(x) = argmin
q(x)

M̃(qj({βk})qj(α2)q(x),y,whj ,wvj)

2. Encontrar

{whj+1
,wvj+1} = argmin

{wh,wv}
M̃(qj({βk})qj(α2)qj(x),y,wh,wv)

3. Encontrar

qj+1(α2) = argmin
q(α2)

M̃(qj({βk})q(α2)qj(x),y,whj+1
,wvj+1)

4. Encontrar

qj+1({βk}) = argmin
q({βk})

M̃(q({βk})qj+1(α2)qj(x),y,whj+1
,wvj+1)

fin para
Hacer q(Θ2) = limj→∞qj(x)qj({βk})qj(αh)qj(αv).

con

cov−1
q(x)[x] =

L∑
k=1

< βk > Bk(sk)tBk(sk)

+ < αh2 > ∆htW(wh)∆h

+ < αv2 > ∆vtW(wv)∆v (3.33)

y Ex[x] se obtiene resolviendo la ecuación

Ex[x] = covq(x)[x]
∑
k=1

〈βk〉Bk(sk)tyk. (3.34)

En la Ec. (3.33) ∆h y ∆v representan las matrices de convolución de
PN × PN asociadas respectivamente con las diferencias en horizontal y en
vertical de primer orden, y W(w) ∀w ∈ (R+)PN es una matriz diagonal de
PN × PN con elementos

W(w)ii =
1
√
wi

para i = 1, . . . , PN. (3.35)
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Las matrices W(wh) y W(wv) se puede interpretar como matrices de
adaptación espacial del suavizado horizontal y vertical, a las intensidades
locales de los gradientes horizontal y vertical.

Los parámetros wh y wv se obtienen de la expresión

{wh,wv} = argmin
{wh,wv}

M̃(q({θk}), q(x),y,wh,wv), (3.36)

de la que se deducen los siguientes valores para wh y wv

wh = argmin
wh

PN∑
i=1

Ex[(∆h
i (x))2] + whi√
whi

, (3.37)

y

wv = argmin
wv

PN∑
i=1

Ex[(∆v
i (x))2] + wvi√
wvi

, (3.38)

y por consiguiente

whi = Ex[(∆h
i (x))2] = (∆h

i (Ex[x]))2 + traza(covq(x)[x]∆htδi∆h) (3.39)

y

wvi = Ex[(∆v
i (x))2] = (∆v

i (Ex[x]))2 + traza(covq(x)[x]∆vtδi∆v) (3.40)

donde δi representa una matriz con todos los elementos cero salvo el elemento
en la posición (i, i) que valdría uno.

3.5.2. Estimación de los Hiperparámetros

Por último obtendremos las distribuciones de los hiperparámetros αh2 , αv2
y {βk}. A partir de la Ec. (3.31) encontramos para los hiperparámetros las
siguientes distribuciones Gamma

q(αh2) ∝ (αh2)
PN
4
−1+a0

αh2 exp

[
−αh2

(
b0
αh2

+
PN∑
i=1

√
whi

)]
, (3.41)

q(αv2) ∝ (αv2)
PN
4
−1+a0

αv2 exp

[
−αv2

(
b0αv2 +

PN∑
i=1

√
wvi

)]
, (3.42)

y
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q(βk) ∝ β
N
2
−1+a0

βk
k exp

−βk
b0βk +

Ex

[
‖yk −Bk(sk)x‖2

]
2

 . (3.43)

Por tanto, obtenemos para los hiperparámetros los siguientes estimadores
puntuales

〈αh2〉 =
PN

4 + a0
αh2∑PN

i=1

√
whi + b0

αh2

, (3.44)

〈αv2〉 =
PN

4 + a0
αv2∑PN

i=1

√
wvi + b0αv2

, (3.45)

y

< βk >=
N + 2a0

βk(
‖yk −Bk(sk)Ex[x]‖2 + traza(covq(x)[x]Bt

k(sk)Bk(sk))
)

+ 2b0βk
.

(3.46)

Una forma más significativa de expresar las citadas medias seria de la
forma

1
〈αh2〉

= γαh
1
αh0

+ (1− γαh)

∑PN
i=1

√
whi

j+1

PN
, (3.47)

1
〈αv2〉

= γαv
1
αv0

+ (1− γαv)

∑PN
i=1

√
wvi

j+1

PN
, (3.48)

y

1
< βk >

= γβk
1
β0
k

+ (1− γβk)
Ex[x]

[∑L
k=1 ‖yk −Bk(sk)x‖2

]
N

(3.49)

donde

γαh =
a0
αh

PN + a0
αh
, (3.50)

γαv =
a0
αv

PN + a0
αv
, (3.51)



44 Capítulo 3. SR Bayesiana Variacional para distintos Modelos a Priori

y

γβk =
a0
βk

N
2 + a0

βk

, (3.52)

Estos valores medios son combinaciones lineales convexas de las inversas
de las medias de los hiperprior αh0 =

a0
αh

b0αv
, αv0 = a0

αv

b0αv
y β0

k =
a0
βk

b0βk
y de sus

correspondientes estimaciones de máxima verosimilitud. Los parámetros γαh ,
γαv y γβk pueden tomar valores en el intervalo semicerrado [0, 1) y pueden
ser interpretados como la confianza en los valores de los hiperparámetros
estimados.

3.6. Aproximación Circulante

Para la estimación de las distintas incógnitas debemos resolver las Ecs.
(3.34), (3.39), (3.40), (3.23) y (3.22). Como se puede ver en el apéndice A,
no podemos pretender, resolver estas ecuaciones de forma directa, obteniendo
la matriz de covarianza covq(x)[x] definida en la Ec. (3.33). Si se tratara sólo
de estimar la imagen de AR, bastaría con utilizar un método iterativo de
resolución de ecuaciones lineales, pero en nuestro caso, la estimación de los
hiperparámetros nos obliga a calcular trazas del producto de la covarianza
por otras matrices.

Así pues, utilizaremos el método del gradiente conjugado para la resolu-
ción de la Ec. (3.34) y la aproximación circulante de inversión de matrices
para la estimación de los hiperparámetros. La aproximación circulante pa-
ra la inversión de matrices es estudiada en la sección A.2, y básicamente
consiste en transformar la matriz objeto de inversión en otra matriz que sea
circulante por bloques y pueda ser invertida de forma exacta la aproximación
en el dominio de Fourier.

En nuestro caso, necesitamos encontrar aproximaciones circulantes a la
matriz Bk(sk) y también a las matrices W(wh) y W(wv) de la Ec. (3.33).
Aproximaremos Bk(sk) = AHkC(sk) por la matriz circulante

Bk = AHkCk(sk), (3.53)

donde C(sk) es una matriz circulante por bloques con bloques circulantes
cuya primera columna se define como

Ck(sk)i,1 =
1
PN

PN∑
l=1

Ck(sk)[(l+i−1)mod(PN)],l para i = 1, . . . , PN. (3.54)
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Aproximaremos las matrices W(wh) y W(wv) por su media, esto es

z(wh) =
1
PN

PN∑
i=1

 1√
whi

 , (3.55)

z(wv) =
1
PN

PN∑
i=1

(
1√
wvi

)
(3.56)

Utilizando las Ecs. (3.53), (3.56) y (3.56) encontramos una aproximación
circulante por bloques circulantes a la inversa de la covarianza

cov−1
q(x)[x] ≈ O2 =

L∑
k=1

〈βk〉B
t
kBk

+ 〈αh2〉z(wh)∆ht∆h

+ 〈αv2〉z(wv)∆vt∆v. (3.57)

Aplicando la Ec. (3.57) en las Ecs. (3.39) y (3.40) obtenemos su corres-
pondientes aproximaciones:

whi ≈ (∆h
i (Ex[x]))2 +

1
PN

traza(O−1
2 ∆ht∆h), (3.58)

wvi ≈ (∆v
i (Ex[x]))2 +

1
PN

traza(O−1
2 ∆vt∆v). (3.59)

De modo similar, aplicando la Ec. (3.53) en las Ecs. (3.18) y (3.22)
resultarían

cov−1
q(x)[x] ≈ O1 =

L∑
k=1

〈βk〉B
t
kBk + 〈α1〉CtC, (3.60)

y

〈α1〉q(α1) ≈
PN + 2a0

α1

‖CEx[x]‖2 + traza
(
O−1

1 CtC
)

+ 2b0α1

. (3.61)

Por último, aplicando las Ecs. (3.57) y (3.60) en la Ec. (3.23), resulta

〈βk〉q(βk) ≈
N
2 + a0

βk

1
2

(
‖yk −Bk(sk)Ex[x]‖2 + traza(O−1

l Bt
kBk)

)
+ b0βk

. (3.62)
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3.7. Experimentos

Se han realizado numerosos experimentos para evaluar el comportamiento
del algoritmo 3.2 propuesto, comparado con la interpolación bicúbica, con el
algoritmo 3.1 y con el método de SR propuesto en Babacan (2009), Babacan
et al. (2011) donde se usa el modelo a priori TV.

Para ello, hemos utilizado un conjunto de ocho imágenes de igual tama-
ño (120 × 120 píxeles) y de diversas características, ver la figura 3.2. Con
estas imágenes se han realizado experimentos con 2 y 5 observaciones con
factor de magnificación

√
P = 2 y con 11 observaciones con factor de magni-

ficación
√
P = 4. Cada experimento ha sido repetido 10 veces para mostrar

la robustez de los métodos de SR al ruido. Para cada una de las imágenes
seleccionadas se ha simulado el proceso de observación de una secuencia de
imágenes desplazadas y rotadas, emborronadas con una PSF uniforme de
tamaño 3 cuando el factor de magnificación es

√
P = 2, y de tamaño 5

cuando el factor es
√
P = 4. En la simulación del proceso de observación

con dos observaciones se ha utilizado los vectores de movimiento s1 = (0.0,
0.0, 0.0)t y s2 = (3.0, 0.0, 0.5 )t , con cinco observaciones se han usado los
vectores de movimiento anteriores y en la misma línea además los vectores
s3 = ( -3.0, 0.5, 0 )t, s4 = ( 5.0, 1.0, 0.0 )t y s5 = ( -5.0, 0.0, 1.0 )t y con once
observaciones se han utilizado los vectores de movimento anteriores junto
con los vectores s6 = (3.5,25,0.1)t, s7 = (6.2, -1.2, 1.9)t, s8 = (2.6,0.6,0.8)t,
s9 = (-4.5,0.8,2.1)t, s10) = (-3.4,2.5,-0.1)t y s11 = (-1.3,1.7,-3.8)t, siendo
sk = (γk, ck, dk). Posteriormente se les ha añadido ruido Gaussiano con re-
laciones señal ruido (SNR) de 10db, 15db, 20db, 25db, 30db y 40db para cada
secuencia de observaciones generadas.

Para medir la calidad de las reconstrucciones de SR se ha utilizado el
pico de la relación señal ruido (PSNR) definido como:

PSNR = 10 log10

(
(PN)2

‖x̂− xtrue‖2

)
, (3.63)

donde x̂ representa la imagen de AR estimada y xtrue es la imagen verdadera
conocida. Ambas, x̂ y xtrue han sido normalizadas en el intervalo [0, 1].

Para la parada de los algoritmos hemos adoptado el criterio:∥∥xj − xj−1
∥∥2

‖xj−1‖2
< 10−5, (3.64)

donde xj y xj−1 representan la imagen de AR estimada en la iteración j y
en la anterior (j − 1).

Los resultados de las reconstrucciones de AR para el experimento con
dos observaciones utilizando: el método propuesto (norma `1), el método
propuesto en Babacan et al. (2011) (TV), el método definido por el algoritmo
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3.1 y la interpolación bicúbica (BBC) se muestran en las tablas 3.1 y 3.2
para los distintos niveles de ruido.

En las tablas 3.3 y 3.4 se muestran las PSNR medias de las imágenes de
AR obtenidas en el experimento con cinco observaciones.

En las figuras 3.3, 3.4 y 3.5 se muestran ejemplos de secuencias de 2, 5
y 11 observaciones generadas para las imágenes de las figuras 3.2(a), 3.2(d)
y 3.2(h) con factores de magnificación 2, 2 y 4 y ruido Gaussiano de 10db,
15db y 30db, respectivamente.

La figura 3.6 muestra las reconstrucciones de AR obtenidas por los dis-
tintos métodos de SR a partir de las observaciones mostradas en la figura
3.3, obtenidas a partir de la imagen de la figura 3.2(a), y la figura 3.7
muestra las diferencias absolutas entre la reconstrucciones AR y la imagen
original de la figura 3.2(a). Para facilitar la comparación de las calidades
de las distintas reconstrucciones de AR se han representado las diferencias
absolutas en escala de color, donde el color azul oscuro representa diferencias
próximas a cero y los colores rojizos pasando por los amarillos diferencias
elevadas. De igual modo las figuras 3.8, 3.9 y 3.10, 3.11 muestran las re-
construcciones de AR a partir de las observaciones de las figuras 3.4 y 3.5
y las diferencias absolutas entre las reconstrucciones y las correspondientes
imágenes originales de las figuras 3.2(d) y 3.2(h), respectivamente.

Puede observarse como el modelo a priori TV resalta en exceso los bordes
mientras que el modelo a priori basado en la norma `1 lo hace en menor grado
que el TV y permite obtener mejores reconstrucciones.

Por último las tablas 3.5 y 3.6 muestran los valores medios del PSNR
de las imágenes de AR obtenidas en el caso de usar 11 observaciones y factor
de magnificación

√
P = 4.

Analizando las tablas anteriores, podemos observar cómo la calidad de
las imágenes de AR obtenidas con los diversos métodos depende del número
y de los niveles de ruido de las observaciones. Así, para un número reducido
de observaciones observamos cómo el método de SR basado en el modelo TV
resulta mejor que el método basado en el modelo SAR y muy similar al méto-
do basado en la norma `1. Sin embargo, cuando el número de observaciones
es 5 o 11 las reconstrucciones obtenidas aplicando el método propuesto se
comportan mejor, por lo general, que el resto de los métodos como se muestra
en las tablas, 3.3, 3.4 3.5 y 3.6. Por ejemplo, en la figura 3.12 se muestra
como evoluciona la calidad de las imágenes reconstruidas de AR utilizando
los algoritmos propuestos en Babacan et al. (2011), 3.2 y 3.1 para diversos
números de observaciones generadas a partir de la imagen de la figura 3.2(c)
con factor de magnificación 2 y ruido Gaussiano de 10db.
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3.8. Conclusiones

En este capítulo hemos presentado un nuevo método de SR Bayesiano
variacional que utiliza un modelo a priori basado en la norma `1 de los
gradientes horizontal y vertical que propusimos en Villena et al. (2009a). El
método propuesto se ha comparado favorablemente con otros métodos de SR
variacional , como el basado en el modelo a priori TV descrito en Babacan et
al. (2011). Para la comparación se ha utilizado una amplia gama de imágenes
de diversos tipos.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 3.2: Conjunto de 8 imágenes de 120× 120 píxeles seleccionadas para
los experimentos.
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Tabla 3.1: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 2 observaciones para los niveles de ruido entre 10db y 20db.

Imagen x Método SNR 10db SNR 15db SNR 20db
a BBC 23.03 ± 6.2e-03 23.04 ± 1.3e-03 23.04 ± 2.3e-04

SAR 27.94 ± 2.8e-02 29.29 ± 1.8e-02 29.64 ± 6.4e-03
TV 28.53 ± 2.7e-02 30.30 ± 3.4e-02 31.12 ± 1.6e-02

norma `1 28.83 ± 3.5e-02 30.13 ± 2.6e-02 30.45 ± 1.3e-02
b BBC 16.37 ± 4.5e-03 16.38 ± 1.9e-03 16.38 ± 4.5e-04

SAR 24.74 ± 3.1e-02 25.62 ± 2.4e-02 25.72 ± 2.5e-03
TV 25.24 ± 3.2e-02 27.21 ± 3.2e-02 27.98 ± 1.5e-02

norma `1 25.44 ± 2.9e-02 26.64 ± 2.7e-02 26.89 ± 5.0e-03
c BBC 24.72 ± 9.3e-03 24.74 ± 2.2e-03 24.74 ± 5.3e-04

SAR 30.56 ± 4.0e-02 32.43 ± 1.9e-02 33.16 ± 7.9e-03
TV 31.63 ± 3.1e-02 33.37 ± 1.7e-02 34.43 ± 1.7e-02

norma `1 31.81 ± 2.6e-02 33.54 ± 1.6e-02 34.15 ± 1.2e-02
d BBC 16.44 ± 3.2e-03 16.45 ± 8.0e-04 16.45 ± 4.5e-04

SAR 21.18 ± 3.4e-02 21.87 ± 7.9e-03 21.95 ± 2.9e-03
TV 21.70 ± 4.7e-02 23.14 ± 1.7e-02 23.55 ± 6.2e-03

norma `1 22.14 ± 3.2e-02 22.93 ± 1.2e-02 23.08 ± 4.7e-03
e BBC 25.33 ± 3.0e-03 25.33 ± 1.0e-03 25.33 ± 3.0e-04

SAR 30.66 ± 3.2e-02 31.56 ± 1.2e-02 31.71 ± 2.1e-03
TV 30.83 ± 3.0e-02 31.93 ± 1.3e-02 32.17 ± 2.2e-03

norma `1 30.85 ± 2.6e-02 31.60 ± 1.2e-02 31.78 ± 2.2e-03
f BBC 24.45 ± 3.0e-03 24.45 ± 9.8e-04 24.45 ± 1.7e-04

SAR 30.13 ± 1.9e-02 30.64 ± 5.8e-03 30.71 ± 1.7e-03
TV 30.64 ± 2.5e-02 31.42 ± 9.8e-03 31.56 ± 2.1e-03

norma `1 30.54 ± 1.6e-02 30.96 ± 7.1e-03 31.02 ± 2.2e-03
g BBC 24.53 ± 5.7e-03 24.55 ± 2.6e-03 24.55 ± 6.4e-04

SAR 30.63 ± 3.3e-02 32.75 ± 2.2e-02 33.62 ± 7.9e-03
TV 31.33 ± 3.2e-02 33.22 ± 2.5e-02 34.40 ± 1.4e-02

norma `1 31.83 ± 2.8e-02 33.56 ± 1.4e-02 34.16 ± 1.3e-02
h BBC 25.02 ± 1.4e-02 25.07 ± 4.2e-03 25.08 ± 9.6e-04

SAR 27.79 ± 4.9e-02 30.00 ± 2.2e-02 30.95 ± 1.3e-02
TV 29.83 ± 4.6e-02 31.45 ± 1.7e-02 32.78 ± 3.0e-02

norma `1 30.38 ± 2.5e-02 31.89 ± 1.0e-02 32.63 ± 1.1e-02
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Tabla 3.2: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 2 observaciones para los niveles de ruido entre 25db y 40db.

Imagen x Método SNR 25db SNR 30db SNR 40db
a BBC 23.04 ± 1.6e-04 23.04 ± 6.0e-05 23.04 ± 7.0e-06

SAR 29.68 ± 1.7e-03 29.68 ± 5.0e-04 29.68 ± 1.0e-03
TV 31.24 ± 5.1e-03 31.26 ± 3.0e-03 31.27 ± 1.1e-03

norma `1 30.48 ± 2.6e-03 30.49 ± 1.2e-03 30.52 ± 1.5e-03
b BBC 16.38 ± 1.3e-04 16.38 ± 4.6e-05 16.38 ± 2.9e-06

SAR 25.73 ± 1.3e-03 25.73 ± 4.6e-04 25.73 ± 6.3e-05
TV 28.08 ± 4.3e-03 28.09 ± 1.6e-03 28.09 ± 1.4e-04

norma `1 26.92 ± 2.4e-03 26.93 ± 9.9e-04 26.94 ± 3.9e-04
c BBC 24.74 ± 3.0e-04 24.74 ± 6.6e-05 24.74 ± 5.6e-06

SAR 33.26 ± 1.9e-03 33.27 ± 5.0e-04 33.27 ± 9.9e-05
TV 34.71 ± 2.5e-03 34.74 ± 8.8e-04 34.74 ± 3.3e-04

norma `1 34.22 ± 7.7e-03 34.22 ± 3.4e-03 34.23 ± 6.8e-04
d BBC 16.45 ± 1.4e-04 16.45 ± 2.1e-05 16.45 ± 3.1e-06

SAR 21.96 ± 8.0e-04 21.96 ± 3.7e-04 21.96 ± 2.7e-05
TV 23.61 ± 1.8e-03 23.62 ± 9.4e-04 23.62 ± 5.3e-04

norma `1 23.12 ± 1.2e-03 23.14 ± 1.7e-03 23.19 ± 1.1e-03
e BBC 25.33 ± 1.1e-04 25.33 ± 3.6e-05 25.33 ± 2.5e-06

SAR 31.72 ± 1.1e-03 31.72 ± 4.6e-04 31.72 ± 2.1e-04
TV 32.20 ± 8.6e-04 32.20 ± 5.3e-04 32.20 ± 2.3e-04

norma `1 31.80 ± 1.1e-03 31.81 ± 3.3e-04 31.81 ± 1.3e-04
f BBC 24.45 ± 6.7e-05 24.45 ± 1.8e-05 24.45 ± 1.8e-06

SAR 30.71 ± 5.9e-04 30.71 ± 2.3e-04 30.71 ± 1.9e-04
TV 31.58 ± 8.9e-04 31.58 ± 4.2e-04 31.58 ± 2.0e-04

norma `1 31.03 ± 1.1e-03 31.03 ± 3.4e-04 31.04 ± 3.3e-04
g BBC 24.55 ± 2.2e-04 24.55 ± 8.7e-05 24.55 ± 8.3e-06

SAR 33.73 ± 3.0e-03 33.75 ± 8.0e-04 33.75 ± 1.2e-04
TV 34.69 ± 3.7e-03 34.73 ± 1.4e-03 34.73 ± 3.3e-04

norma `1 34.23 ± 5.9e-03 34.23 ± 4.0e-03 34.25 ± 1.2e-03
h BBC 25.08 ± 4.1e-04 25.08 ± 9.5e-05 25.08 ± 1.0e-05

SAR 31.13 ± 2.9e-03 31.15 ± 6.1e-04 31.15 ± 1.2e-04
TV 33.25 ± 2.7e-03 33.31 ± 1.6e-03 33.31 ± 3.4e-04

norma `1 32.75 ± 1.2e-02 32.74 ± 4.8e-03 32.76 ± 1.3e-03
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Tabla 3.3: Valores medios de PSNRde las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 10db y 20db

Imagen x Método SNR 10db SNR 15db SNR 20db
a BBC 23.03 ± 6.6e-03 23.04 ± 2.0e-03 23.04 ± 5.5e-04

SAR 27.15 ± 6.4e-02 33.73 ± 6.1e-02 36.77 ± 3.4e-02
TV 31.37 ± 3.1e-02 34.33 ± 1.4e-01 37.48 ± 4.3e-02

norma `1 32.15 ± 5.1e-02 34.48 ± 1.5e-01 37.94 ± 4.8e-02
b BBC 16.37 ± 4.4e-03 16.38 ± 1.1e-03 16.38 ± 4.4e-04

SAR 26.84 ± 4.3e-02 29.66 ± 5.2e-02 33.12 ± 9.3e-02
TV 27.10 ± 1.1e-01 31.00 ± 5.8e-02 34.41 ± 7.5e-02

norma `1 27.70 ± 1.1e-01 31.31 ± 6.5e-02 34.61 ± 7.2e-02
c BBC 24.72 ± 7.0e-03 24.74 ± 1.9e-03 24.74 ± 6.9e-04

SAR 26.15 ± 7.7e-02 34.74 ± 7.1e-02 38.97 ± 4.4e-02
TV 33.36 ± 4.0e-02 35.32 ± 2.2e-02 38.64 ± 3.5e-02

norma `1 33.48 ± 5.7e-02 35.59 ± 5.3e-02 38.31 ± 7.0e-02
d BBC 16.45 ± 3.5e-03 16.45 ± 1.2e-03 16.45 ± 3.9e-04

SAR 24.92 ± 9.0e-02 28.13 ± 6.8e-02 31.45 ± 4.9e-02
TV 25.46 ± 2.2e-01 29.32 ± 1.0e-01 32.88 ± 3.7e-02

norma `1 26.39 ± 1.0e-01 30.44 ± 9.1e-02 33.52 ± 6.1e-02
e BBC 25.33 ± 4.3e-03 25.33 ± 1.1e-03 25.33 ± 2.3e-04

SAR 31.96 ± 7.0e-02 36.22 ± 3.3e-02 39.19 ± 6.6e-02
TV 32.63 ± 4.1e-02 35.84 ± 2.0e-02 39.03 ± 7.5e-02

norma `1 32.91 ± 4.4e-02 35.59 ± 5.2e-02 38.98 ± 6.9e-02
f BBC 24.45 ± 2.8e-03 24.45 ± 6.4e-04 24.45 ± 3.5e-04

SAR 33.40 ± 6.0e-02 36.62 ± 4.1e-02 39.41 ± 4.9e-02
TV 33.61 ± 3.6e-02 36.37 ± 4.2e-02 39.72 ± 4.7e-02

norma `1 33.55 ± 4.1e-02 36.42 ± 3.0e-02 39.69 ± 4.9e-02
g BBC 24.53 ± 6.6e-03 24.55 ± 3.0e-03 24.55 ± 9.3e-04

SAR 26.54 ± 8.8e-02 35.39 ± 7.7e-02 40.17 ± 4.6e-02
TV 33.31 ± 4.2e-02 35.76 ± 1.8e-01 39.78 ± 5.9e-02

norma `1 33.75 ± 5.0e-02 36.00 ± 2.0e-01 40.12 ± 4.2e-02
h BBC 25.02 ± 1.1e-02 25.07 ± 3.2e-03 25.08 ± 1.1e-03

SAR 21.51 ± 8.7e-02 30.55 ± 4.4e-02 36.31 ± 4.8e-02
TV 31.42 ± 4.7e-02 33.47 ± 4.3e-02 36.80 ± 4.7e-02

norma `1 31.72 ± 3.6e-02 34.07 ± 7.0e-02 36.81 ± 9.5e-02
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Tabla 3.4: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 25db y 40db

Imagen x Método SNR 25db SNR 30db SNR 40db
a BBC 23.04 ± 2.2e-04 23.04 ± 5.0e-05 23.04 ± 5.4e-06

SAR 40.66 ± 6.3e-02 45.07 ± 9.0e-02 46.41 ± 9.9e-02
TV 41.07 ± 4.4e-02 45.57 ± 9.0e-02 47.40 ± 1.5e-01

norma `1 41.52 ± 5.0e-02 45.80 ± 8.7e-02 48.26 ± 1.8e-01
b BBC 16.38 ± 1.7e-04 16.38 ± 4.1e-05 16.38 ± 5.9e-06

SAR 37.00 ± 7.8e-02 41.17 ± 1.5e-01 42.57 ± 6.8e-02
TV 38.37 ± 7.7e-02 42.77 ± 1.3e-01 45.54 ± 6.5e-02

norma `1 38.47 ± 7.0e-02 42.73 ± 1.3e-01 45.85 ± 8.4e-02
c BBC 24.74 ± 3.2e-04 24.74 ± 1.1e-04 24.74 ± 8.0e-06

SAR 41.72 ± 4.8e-02 45.42 ± 1.2e-01 47.67 ± 1.5e-01
TV 41.69 ± 4.8e-02 45.74 ± 1.0e-01 48.48 ± 1.6e-01

norma `1 41.72 ± 4.4e-02 45.68 ± 9.6e-02 48.82 ± 2.0e-01
d BBC 16.45 ± 1.2e-04 16.45 ± 2.6e-05 16.45 ± 4.0e-06

SAR 35.41 ± 7.0e-02 39.53 ± 5.8e-02 39.97 ± 5.5e-02
TV 36.87 ± 6.1e-02 41.05 ± 7.0e-02 42.61 ± 9.2e-02

norma `1 37.16 ± 5.2e-02 41.31 ± 6.4e-02 43.52 ± 1.4e-01
e BBC 25.33 ± 9.4e-05 25.33 ± 2.5e-05 25.33 ± 2.7e-06

SAR 43.29 ± 8.8e-02 46.23 ± 1.3e-01 45.10 ± 1.7e-02
TV 43.26 ± 8.3e-02 46.60 ± 1.4e-01 45.53 ± 2.5e-02

norma `1 43.16 ± 9.3e-02 46.69 ± 1.7e-01 45.60 ± 3.6e-02
f BBC 24.45 ± 3.5e-05 24.45 ± 1.9e-05 24.45 ± 1.9e-06

SAR 43.54 ± 6.9e-02 44.61 ± 1.7e-01 43.75 ± 8.9e-03
TV 43.89 ± 5.9e-02 45.40 ± 2.2e-01 44.47 ± 2.2e-02

norma `1 43.82 ± 6.6e-02 45.46 ± 2.1e-01 44.67 ± 2.0e-02
g BBC 24.55 ± 2.9e-04 24.55 ± 7.7e-05 24.55 ± 7.1e-06

SAR 43.85 ± 6.1e-02 47.78 ± 5.9e-02 52.05 ± 2.6e-01
TV 43.08 ± 5.1e-02 47.14 ± 5.5e-02 51.12 ± 2.3e-01

norma `1 43.28 ± 6.2e-02 47.26 ± 4.7e-02 51.39 ± 2.1e-01
h BBC 25.08 ± 3.1e-04 25.08 ± 1.4e-04 25.08 ± 1.0e-05

SAR 39.01 ± 3.0e-02 42.59 ± 5.9e-02 45.47 ± 4.6e-02
TV 39.53 ± 3.2e-02 43.24 ± 5.2e-02 46.72 ± 5.5e-02

norma `1 39.69 ± 3.8e-02 43.35 ± 4.5e-02 47.26 ± 5.5e-02
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Tabla 3.5: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 11 observaciones para los niveles de ruido entre 10db y 20db

Imagen x Método SNR 10db SNR 15db SNR 20db
a BBC 19.05 ± 7.8e-03 19.06 ± 1.9e-03 19.06 ± 4.2e-04

SAR 25.12 ± 9.3e-02 29.38 ± 4.3e-02 31.62 ± 4.3e-02
TV 27.37 ± 8.0e-02 29.81 ± 4.1e-02 31.93 ± 2.9e-02

norma `1 27.52 ± 9.1e-02 30.15 ± 6.5e-02 32.00 ± 3.2e-02
b BBC 12.72 ± 2.1e-03 12.72 ± 1.4e-03 12.72 ± 4.3e-04

SAR 21.53 ± 1.3e-01 24.48 ± 7.6e-02 26.98 ± 3.8e-02
TV 21.38 ± 1.3e-01 24.04 ± 6.3e-02 26.07 ± 4.1e-02

norma `1 21.41 ± 1.5e-01 24.14 ± 8.6e-02 26.15 ± 4.1e-02
c BBC 19.93 ± 6.9e-03 19.94 ± 1.8e-03 19.94 ± 8.5e-04

SAR 24.68 ± 7.4e-02 31.15 ± 3.4e-02 33.45 ± 3.4e-02
TV 29.34 ± 6.8e-02 31.85 ± 6.3e-02 33.82 ± 3.7e-02

norma `1 29.26 ± 1.3e-01 31.91 ± 4.6e-02 33.79 ± 3.2e-02
d BBC 13.36 ± 3.3e-03 13.36 ± 1.3e-03 13.36 ± 2.4e-04

SAR 21.89 ± 5.7e-02 24.27 ± 2.8e-02 26.49 ± 2.4e-02
TV 22.96 ± 6.3e-02 25.44 ± 4.6e-02 27.33 ± 2.5e-02

norma `1 22.63 ± 9.0e-02 25.89 ± 4.9e-02 27.61 ± 2.3e-02
e BBC 21.36 ± 3.1e-03 21.36 ± 5.5e-04 21.36 ± 2.4e-04

SAR 29.13 ± 4.0e-02 31.25 ± 3.5e-02 32.77 ± 1.4e-02
TV 29.37 ± 2.5e-02 31.12 ± 3.3e-02 32.48 ± 1.8e-02

norma `1 29.33 ± 4.5e-02 31.06 ± 3.4e-02 32.44 ± 1.2e-02
f BBC 19.88 ± 1.7e-03 19.89 ± 6.6e-04 19.89 ± 1.6e-04

SAR 29.53 ± 3.2e-02 31.09 ± 2.2e-02 32.26 ± 1.6e-02
TV 29.77 ± 5.1e-02 31.33 ± 2.0e-02 32.46 ± 1.5e-02

norma `1 29.73 ± 6.1e-02 31.24 ± 1.9e-02 32.42 ± 1.7e-02
g BBC 18.93 ± 7.1e-03 18.94 ± 1.9e-03 18.94 ± 8.5e-04

SAR 26.14 ± 7.4e-02 32.05 ± 7.1e-02 34.33 ± 3.8e-02
TV 29.12 ± 4.2e-02 32.25 ± 5.0e-02 34.41 ± 4.6e-02

norma `1 29.47 ± 7.8e-02 32.57 ± 7.0e-02 34.73 ± 3.7e-02
h BBC 20.76 ± 9.6e-03 20.77 ± 3.6e-03 20.77 ± 1.2e-03

SAR 20.39 ± 6.2e-02 28.34 ± 5.3e-02 31.61 ± 3.0e-02
TV 28.20 ± 6.4e-02 30.21 ± 5.6e-02 32.49 ± 3.8e-02

norma `1 28.45 ± 8.9e-02 30.66 ± 6.1e-02 32.35 ± 6.1e-02
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Tabla 3.6: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 11 observaciones para los niveles de ruido entre 25db y 40db

Imagen x Método SNR 25db SNR 30db SNR 40db
a BBC 19.06 ± 2.5e-04 19.06 ± 7.2e-05 19.06 ± 5.6e-06

SAR 33.55 ± 1.8e-02 33.96 ± 7.6e-03 34.01 ± 4.4e-03
TV 33.54 ± 1.8e-02 33.93 ± 1.3e-02 34.00 ± 8.9e-03

norma `1 33.71 ± 1.8e-02 34.14 ± 4.7e-03 34.17 ± 8.2e-03
b BBC 12.72 ± 1.4e-04 12.72 ± 4.4e-05 12.72 ± 5.1e-06

SAR 27.94 ± 1.3e-02 28.09 ± 9.8e-03 28.10 ± 5.9e-03
TV 26.89 ± 1.4e-02 27.01 ± 1.4e-02 27.04 ± 1.4e-02

norma `1 27.07 ± 9.8e-03 27.21 ± 5.7e-03 27.22 ± 7.6e-03
c BBC 19.94 ± 2.6e-04 19.94 ± 9.8e-05 19.94 ± 8.0e-06

SAR 35.20 ± 2.1e-02 35.88 ± 5.8e-03 35.98 ± 1.8e-03
TV 35.49 ± 2.1e-02 36.18 ± 9.0e-03 36.28 ± 2.7e-03

norma `1 35.41 ± 1.4e-02 36.14 ± 1.1e-02 36.22 ± 7.6e-03
d BBC 13.36 ± 8.7e-05 13.36 ± 4.2e-05 13.36 ± 4.2e-06

SAR 27.58 ± 6.7e-03 27.75 ± 4.2e-03 27.77 ± 3.1e-03
TV 28.45 ± 7.7e-03 28.66 ± 6.7e-03 28.73 ± 2.9e-02

norma `1 28.83 ± 7.1e-03 29.07 ± 6.5e-03 29.08 ± 4.0e-03
e BBC 21.36 ± 1.1e-04 21.36 ± 3.8e-05 21.36 ± 2.9e-06

SAR 33.37 ± 4.3e-03 33.44 ± 1.4e-03 33.45 ± 1.7e-03
TV 33.00 ± 6.2e-03 33.06 ± 3.9e-03 33.08 ± 1.8e-03

norma `1 33.00 ± 7.1e-03 33.06 ± 5.3e-03 33.06 ± 8.3e-03
f BBC 19.89 ± 5.9e-05 19.89 ± 1.4e-05 19.89 ± 1.6e-06

SAR 32.53 ± 3.3e-03 32.56 ± 1.1e-03 32.56 ± 1.2e-03
TV 32.71 ± 6.2e-03 32.73 ± 4.1e-03 32.74 ± 8.5e-03

norma `1 32.71 ± 5.7e-03 32.75 ± 6.1e-03 32.75 ± 3.1e-03
g BBC 18.94 ± 2.7e-04 18.94 ± 6.6e-05 18.94 ± 5.9e-06

SAR 36.68 ± 2.6e-02 37.69 ± 1.4e-02 37.82 ± 5.0e-03
TV 36.30 ± 2.9e-02 37.15 ± 1.7e-02 37.28 ± 2.4e-02

norma `1 36.48 ± 2.4e-02 37.43 ± 2.2e-02 37.51 ± 9.8e-03
h BBC 20.77 ± 4.3e-04 20.77 ± 8.8e-05 20.77 ± 1.2e-05

SAR 33.39 ± 2.3e-02 34.49 ± 9.5e-03 34.68 ± 2.6e-03
TV 34.03 ± 2.6e-02 35.14 ± 1.2e-02 35.35 ± 9.0e-03

norma `1 34.14 ± 1.6e-02 35.33 ± 8.0e-03 35.54 ± 1.0e-02
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Figura 3.3: Imagen original y las 2 observaciones generadas con factor de
magnificación 2 y ruido Gaussiano aditivo de 10db.

Figura 3.4: Imagen original y las 5 observaciones generadas con factor de
magnificación 2 y ruido Gaussiano aditivo de 15db.
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Figura 3.5: Imagen original y las 11 observaciones generadas con factor de
magnificación 4 y ruido Gaussiano aditivo de 30db.
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(a) (b)

(c) (d)

Figura 3.6: Reconstrucción de imágenes de AR obtenidas en el experimento
con 5 observaciones a partir de las observaciones con nivel de ruido de 10db.
(a) muestra la reconstrucción aplicando la interpolación bilineal bicúbica con
PSNR = 23,03, (b) muestra la imagen obtenida con algoritmo basado en el
modelo SAR con PSNR = 27,19, (c) representa la reconstrucción usando el
modelo TV con PSNR = 31,41 y (d) muestra el resultado de aplicar método
basado en la norma `1 con PSNR = 32,16.
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(a) (b)

(c) (d)

Figura 3.7: Muestra |x̂ − xtrue| para las imágenes de AR estimadas x̂ en
el experimento con 5 observaciones con nivel de ruido de 10db en las ob-
servaciones. Dependiendo del algoritmo utilizado para la estimación de de
x̂ resultan las siguientes imágenes: (a) cuando es aplicada la interpolación
bilineal bicúbica, (b) si se usa el método basado en el modelo SAR, (c) el
método basado en el modelo TV y (d) el algoritmo basado la norma `1.
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(a) (b)

(c) (d)

Figura 3.8: Reconstrucción de imágenes de AR obtenidas en el experimento
con 5 observaciones a partir de las observaciones con nivel de ruido de 10db.
(a) muestra la reconstrucción aplicando la interpolación bilineal bicúbica con
PSNR = 16,45, (b) muestra la imagen obtenida con algoritmo basado en el
modelo SAR con PSNR = 24,87, (c) representa la reconstrucción usando el
modelo TV con PSNR = 25,80 y (d) muestra el resultado de aplicar método
basado en la norma `1 con PSNR = 26,57.
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(a) (b)

(c) (d)

Figura 3.9: Muestra |x̂ − xtrue| para las imágenes de AR estimadas x̂ en
el experimento con 5 observaciones con nivel de ruido de 10db en las ob-
servaciones. Dependiendo del algoritmo utilizado para la estimación de de
x̂ resultan las siguientes imágenes: (a) cuando es aplicada la interpolación
bilineal bicúbica, (b) si se usa el método basado en el modelo SAR, (c) el
método basado en el modelo TV y (d) el algoritmo basado la norma `1.
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(a) (b)

(c) (d)

Figura 3.10: Reconstrucción de imágenes de AR obtenidas en el experimento
con 5 observaciones a partir de las observaciones con nivel de ruido de 20db.
(a) muestra la reconstrucción aplicando la interpolación bilineal bicúbica con
PSNR = 25,08, (b) muestra la imagen obtenida con algoritmo basado en el
modelo SAR con PSNR = 36,36, (c) representa la reconstrucción usando el
modelo TV con PSNR = 34,39 y (d) muestra el resultado de aplicar método
basado en la norma `1 con PSNR = 36,34.
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(a) (b)

(c) (d)

Figura 3.11: Muestra |x̂ − xtrue| para las imágenes de AR estimadas x̂ en
el experimento con 5 observaciones con nivel de ruido de 20db en las ob-
servaciones. Dependiendo del algoritmo utilizado para la estimación de de
x̂ resultan las siguientes imágenes: (a) cuando es aplicada la interpolación
bilineal bicúbica, (b) si se usa el método basado en el modelo SAR, (c) el
método basado en el modelo TV y (d) el algoritmo basado la norma `1.
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Figura 3.12: Evolución media del PSNR en función del número de observacio-
nes de BR generadas partir de la imagen 3.2(c) con factor de magnificación
2 y ruido Gaussiano aditivo de 10db.



Capítulo 4

Superresolución Usando
Combinación de Modelos a
Priori

4.1. Introducción

La dificultad de encontrar un modelo a priori válido para cualquier tipo de
imagen, ha propiciado que paralelamente y desde diversos enfoques hayan
surgido modelos mixtos, para adaptarse a la diversidad de características
de las imágenes. En este sentido podemos mencionar el enfoque basado en
modelos a priori adaptativos Elad y Datsenko (2009) (para uno o para varios
modelos a priori) y recientemente el enfoque basado en la combinación de
modelos a priori. Un ejemplo característico de modelo a priori adaptativo
basado en un único modelo lo encontramos en Lagendijk y Biemond (1991),
en donde se propone un Laplaciano adaptativo cuya función de energía es
definida de la forma:

U = (Cx)TQ(Cx), (4.1)

donde C representa el operador Laplaciano y Q es una matriz diagonal NP×
NP y tal que Q(i, i) = 1 si el pixel i está en una región homogénea o
Q(i, i) = 0 si el pixel i está sobre un borde. Las características de cada pixel
de la imagen x se obtienen de la segmentación de la imagen en cada iteración.

Varios trabajos que aplican difusión anisotrópica ha aplicado esta idea de
combinar modelos. En este enfoque basado en la difusión, puede introducirse
información a priori en el coeficiente de difusión (ver Weickert (1997)), y esta
información puede adaptarse a las características de cada pixel.

Hemos de reseñar las variantes propuestas en Chambolle y Lions (1997) y
You y Kaveh (1999). En Chambolle y Lions (1997) combinan un Laplaciano
adaptativo con el modelo TV. En concreto, se define un umbral ε, por encima
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del cual, se aplicará la distribución a priori TV, si
√

((∆hx)2
i + (∆vx)2

i ) > ε

y en caso contrario se aplica un modelo a priori más suave, para regiones más
homogéneas. Mientras que en You y Kaveh (1999) proponen una combinación
de la Laplaciana y TV dependiendo del valor del gradiente. Esto es, se da
mayor peso a la Laplaciana para valores de gradiente bajos (áreas suaves) y
al modelo TV para valores de gradiente altos (áreas de fuertes transiciones
de luminosidad) con el objeto de preservar los bordes y eliminar el ruido.

Los trabajos comentados hasta ahora se caracterizan por aplicar en cada
pixel de la imagen diferentes modelos a priori de forma excluyente. Sin em-
bargo, en trabajos recientes se ha optado por aplicar simultáneamente más
de un modelo a priori en cada pixel, con el objetivo de recoger la diversi-
dad de propiedades que pueden confluir en cada pixel. Esto es, utilizan una
combinación de modelos a priori.

En estos trabajos distinguimos dos enfoques. Por un lado tenemos el
enfoque basado en productos de expertos (modelos): Product of Experts (P0E)
propuestos en Hinton (1999), Hinton (2002) y en Roth y Black (2005), y
aplicado en Sun y Cham (2007), Chantas et al. (October 2008) y Chantas et
al. (2010). Por otro lado tenemos el enfoque basado en la combinación lineal
de diferentes modelos a priori propuesto en Villena et al. (2010a) y Villena
et al. (2010c), y que forman parte de las aportaciones de esta memoria.

En el enfoque PoE se concibe la mezcla o combinación de distribuciones
como un producto de modelos probabilísticos de la forma:

p(x|{θk}) =
1
Z

L∏
i=1

pi(x|θi), (4.2)

siendo Z la función de partición definida de la forma:

Z =
∫
dx

L∏
i=1

pi(x|θi). (4.3)

La evaluación de la función Z no es fácil y es uno de los inconvenientes que
nos plantea este enfoque.

Tanto en Roth y Black (2005) como en Sun y Cham (2007) ajustan el
modelo a priori PoE mediante entrenamiento a partir de un conjunto de
imágenes. Estos dos trabajos utilizan diferentes modelos a priori MRF, y
superponen los diferentes corros (cliques) (utilizados en cada modelo a priori
MRF) mediante PoE.

En Chantas et al. (October 2008) proponen un modelo a priori PoE de
distribuciones t-Student, cuyo ajuste se realiza a partir de las observacio-
nes, obteniendo un filtro paso alta. En el citado trabajo se propone una
metodología de inferencia Bayesiana basada en la aproximación variacional
restringida, que evita la evaluación de la constante de normalización del PoE
resultante.
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En Chantas et al. (2010) se propone una variante del trabajo anterior que
plantea la combinación de diferentes modelos a priori TV y t-Student usando
PoE. La contribución de este trabajo es aunar las ventajas del modelo TV
de Babacan et al. (2008b) y el PoE de t-Student de Chantas et al. (October
2008).

En los modelos a priori basados en PoE anteriormente citados, todos los
modelos que intervienen contribuyen por igual. Por nuestra parte pensamos
que este enfoque no es necesariamente válido para cualquier tipo de imagen.

Consideremos, en primer lugar, un modelo a priori con una función de
energía definida como combinación lineal de las otros modelos. Por ejemplo,
la combinación del modelo a priori SAR de la Ec. (3.1) y el modelo basado
en la norma `1 de la Ec. (3.2) podría ser:

p(x|α1, α2) ∝ 1
Z(α2, α1)

exp

{
−

PN∑
i=1

[
αh2

∥∥∥∆h
i (x)

∥∥∥
1

+ αv2 ‖∆v
i (x)‖1

]
− α1

2
‖Cx‖

}
(4.4)

Esta solución resulta inviable, ya que la función de partición no se puede
obtener de forma explícita. En Villena et al. (2010a) y Villena et al. (2010c)
salvamos este problema proponiendo una combinación lineal de distribucio-
nes de probabilidad a posteriori construidas con diferentes modelos. Concre-
tamente, en Villena et al. (2010a) combinamos el modelo SAR con el modelo
TV, y en Villena et al. (2010c) con el modelo basado en la norma `1. En lo
que resta de este capítulo describimos detalladamente ambas propuestas.

4.2. Modelado Bayesiano Jerarquizado

En lo que resta de capítulo abordamos la modelización Bayesiana del
problema de la SR combinando funciones de distribución de probabilidad a
posteriori correspondientes a diversos modelos a priori de la imagen de AR.
Nos centraremos, en concreto, en la combinación del modelo SAR con el
modelo TV y con el modelo basado en la norma `1 descrito en el capítulo
anterior. Como ya se ha dicho, nuestro punto de partida serán las distribu-
ciones a posteriori correspondientes a cada uno de los modelos a combinar.

En el capítulo anterior obtuvimos, dentro del modelo Bayesiano Jerár-
quico, las distribuciones conjuntas sobre todas las variables estadísticas de
nuestro problema de SR, para el modelo SAR en la Ec. (3.11) y para el mo-
delo basado en la norma `1 en la Ec. (3.12). Ambas expresiones se pueden
expresar de forma más general, mediante la siguiente ecuación

pl(Θl,y) = pl(αl,Ω,y) = p(y|Ω)pl(x|αl)p(αl)
L∏
k=1

p(βk), (4.5)
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para l = {1, 2}, siendo Ω = {x, {βk}}, Θl = {Ω, αl}, p(α2) = p(αh2)p(αv2) y
p1(x|α1) y p2(x|α2) ya han sido definidas en las Ecs. (3.1) y (3.2), respec-
tivamente.

La verosimilitud p(y|Ω) será modelada como en la Ec. (3.4). Los hiper-
prior p(αl) y p(βk) serán modelados como se definieron en la sección 3.2.3
por la Ec. (3.10).

La distribución conjunta correspondiente al modelo TV puede encajarse
también en la definición de la Ec. (4.5) para l = 3, siendo el modelo a priori
TV para la imagen de AR:

p3(x|α3) ∝ α
PN
2

3 exp

{
−α3

2

PN∑
i=1

√
(∆h

i (x))2 + (∆v
i (x))2

}
. (4.6)

Obsérvese que no hemos incluido el emborronamiento que damos por co-
nocido en toda esta memoria, ni el movimiento que por ahora seguimos dando
por conocido, pero cuya estimación estudiaremos en el capítulo siguiente.

4.3. Inferencia Bayesiana Variacional

Prensentamos aquí un método variacional de inferencia Bayesiana en ba-
se a m modelos a posteriori p(αl,Ω|y) para l = 1, . . . ,m, sobre el conjunto
de variables desconocidas Φ = {Ω, {αl}}, dadas las observaciones y. La in-
ferencia se realizará mediante la distribución q(Φ) = q(Ω)

∏m
l=1 q(αl) que

minimice la siguiente combinación de divergencias de KL

q̂(Φ) = argmin
q(Φ)

m∑
l=1

λlCKL(q(Θl)||pl(Θl|y)), (4.7)

donde λl ≥ 0 para l = 1, . . . ,m y
∑m

l=1 λl = 1,

q(Φ) = q(Ω)
m∏
l=1

q(αl), q(Ω) = q(x)
L∏
k=1

q(βk), (4.8)

y la divergencia de KL vendrá dada por

CKL(q(Ω)q(αl)||pl(Ω, αl|y)) =∫
q(Ω)q(αl) log

(
q(Ω)q(αl)
pl(αl,Ω,y)

)
dΩdαl + Const. (4.9)

La estimación de los coeficientes λ = {λ1, λ2, . . . , λm} no será estudiada
en esta memoria, pero demostraremos experimentalmente que una combina-
ción no degenerada de las divergencias, esto es, una combinación en la que
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hay más de un coeficiente λl 6= 0, puede proporcionar una reconstrucción
mejor que una combinación degenerada de las mismas.

Teniendo en cuenta que

∫
q(Ω)q(αl) log

(
q(Ω)q(αl)
pl(y,Ω, αl)

)
dΩdαl =∫

q(Φ) log
(

q(Ω)q(αl)
pl(y,Ω, αl)

)
dΦ, (4.10)

y la Ec. (4.5), la Ec. (4.7) puede escribirse de una forma más compacta
como:

q̂(Φ) = argmin
q(Φ)

R(Φ) (4.11)

donde

R(Φ) =
∫

q(Φ) log

(
q(Ω)

p(y|x, {βk})
∏L
k=1 p(βk)

m∏
l=1

[
q(αl)

pl(x|αl)p(αl)

]λl)
dΦ.

(4.12)

En esta memoria queremos estudiar dos tipos de combinaciones de mo-
delos a priori. Por un lado, estudiaremos la combinación del modelo a priori
SAR con el modelo a priori basado en la norma `1 y por otra la del mode-
lo SAR con el modelo a priori TV. Llamaremos a esta dos configuraciones
objeto de estudio Φc para c ∈ {`1, TV }. En ambos casos m = 3, pero en el
primero de ellos Φ`1, tenemos λ`1 = {1 − λ2, λ2, 0}, y el segundo caso ΦTV

tendremos λTV = {1− λ3, 0, λ3}.
Desafortunadamente, la Ec. (4.11) no puede ser resuelta directamente de-

bido a los modelos a priori pl(x|αl) para l = 2, 3, definidos en las Ecs. (3.2) y
(4.6) respectivamente. Este problema ya lo encontramos en el capítulo ante-
rior al estudiar el modelo a priori `1 y lo salvamos, de forma análoga a como
se hizo para el caso del modelo TV en Babacan et al. (2011), aplicando una
técnica de mayorización, como en Bioucas-Dias et al. (2006). En el capítulo
anterior se encontró una cota inferior a p2(x|α2), M(αh2 , α

v
2,x,w

h
2 ,w

v
2), de-

finida en la Ec. (3.26), en términos de los parámetros wh
2 y wv

2 que también
se estimaron en el capítulo anterior, y a los que se dió una interpretación
dentro del modelo como indicadores de la presencia de bordes a través de la
imagen de AR.

Para el caso del modelo TV, también se propuso, en Babacan et al. (2011),
una cota inferior a la distribución a priori

p3(x|α3) ≥ M3(α3,x,w3), (4.13)
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siendo

M3( α3,x, w3) = (α3)
PN
2 ×

exp

{
−α3

2

PN∑
i=1

[
(∆h

i (x))2 + (∆v
i (x))2 + w3i√

w3i

]}
, (4.14)

que también depende de un vector PN -dimensional definido positivo w3 ∈
(R+)PN , cuya componente i denotaremos por w3i para i = 1, 2, . . . , PN . Al
igual que wh

2 y wv
2, el parámetros w3 debe estimarse y tiene un significado

relacionado con la presencia de bordes en la imagen de AR.
La sustitución en la Ec. (4.12) de las distribuciones a priori pl(x|αl),

para l = 2, 3, por sus correspondientes cotas inferiores, permitirá, como ya
se explicó en el capítulo anterior para el modelo `1, y como se describe
en Babacan et al. (2011), para el modelo TV, encontrar una cota superior
a R(Φ) de la Ec. (4.12), que permite, como también hemos estudiado en el
capítulo anterior, resolver la minimización de las divergencias de KL, es decir,
resolver la Ec. (4.11), minimizando iterativamente, y de forma alternativa,
con respecto a las nuevas variables introducidas, wh

2 , wv
2 y w3, y con respecto

al resto de las variables, estrechando cada vez más la cota y acercándonos a
la solución exacta (ver Bioucas-Dias et al. (2006)).

La mayorización nos permitió también, en la Ec. (3.27) del capítulo ante-
rior, encontrar una cota superior F(Θ2,y,wh

2 ,w
v
2), a la distribución conjunta

p2(Ω, α2,y). De igual modo, puede encontrarse la siguiente cota superior pa-
ra la distribución conjunta del modelo TV,

p3(Ω, α3,y) ≥ p(y|x, {βk})M3(α3,x,w3)p(α3)
L∏
k=1

p(βk)

= F3(Ω, α3,y,w3). (4.15)

Ahora ya estamos en condiciones de abordar la minimización de la Ec.
(4.11). Para obtener las distintas distribuciones, observemos en primer lugar
que para calcular las distribuciones q(αl), para l = 1, 2, 3, sólo debemos
fijarnos en la divergencia en donde estén presentes. Así obtenemos

q(α1) = const× exp
(
〈log p1(Ω, α1,y)〉q(Ω)

)
, (4.16)

q(α2) = const× exp
(〈

log F(Θ2,y,wh
2 ,w

v
2)
〉

q(Ω)

)
, (4.17)

y

q(α3) = const× exp
(
〈log F3(Ω, α3,y,w3)〉q(Ω)

)
(4.18)
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donde < . >q(Ω)= Eq(Ω)[.]. Para ayudar a su legibilidad omitiremos el sub-
índice que referencia la distribución para el valor esperado.

Para evaluar el resto de las distribuciones de los parámetros desconocidos
q(ξ) con ξ ∈ Ω debemos utilizar todas las divergencias, obteniendo para la
configuración c = `1, de mezcla entre los modelos SAR y `1,

q`1(ξ) = const× exp

(〈
log

[
p(y|Ω)

L∏
k=1

p(βk)

[
M(αh2 , α

v
2,x,w

h
2 ,w

v
2) p(α2)

]λ2

[p1(x|α1)p(α1)]1−λ2

]〉
q(Φ`1ξ)

)
, (4.19)

y para la configuración c = TV , de la mezcla entre los modelos SAR y TV,

qTV (ξ) = const× exp

(〈
log

[
p(y|Ω)

L∏
k=1

p(βk)

[M3(α3,x,w3) p(α3)]λ3 [p1(x|α1)p(α1)]1−λ3

]〉
q(ΦTV ξ)

)
, (4.20)

donde Φcξ, para c ∈ {`1, TV }, denota el conjunto de variables Φc habiendo
eliminado ξ.

4.3.1. Estimación de la Imagen de Alta Resolución

Para obtener la función de distribución q(x) partiremos de la Ec. (4.19)
para c = `1, resultando una distribución Gaussiana multivariante de la for-
ma:

q`1(x) ∝ exp

−1
2
λ2

<αh2>∑
i

(∆h
i (x))2 + wh2i√

wh2i

+<αv2>
∑
i

(∆v
i (x))2 + wv2i√

wv2i

}
− (1− λ2)

2
<α1> ‖Cx‖2

−1
2

∑
k

<βk> ‖ yk −Bk(sk)x ‖2
)
, (4.21)

y de la Ec. (4.20) para c = TV ,
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qTV (x) ∝ exp

(
−1

2
<α3>λ3

∑
i

(∆h
i (x))2 + (∆v

i (x))2 + w3i√
w3i

−(1− λ3)
2

<α1> ‖Cx‖2

−1
2

∑
k

<βk> ‖ yk −Bk(sk)x ‖2
)
. (4.22)

Estas distribuciones presentan la siguientes matrices de covarianzas in-
versas:

cov−1
q`1(x)[x] =

L∑
k=1

<βk>Bk(sk)tBk(sk)

+ λ2

(
<αh2>∆htW(wh

2 )∆h +<αv2>∆vtW(wv
2)∆v

)
+ (1− λ2)<α1>CtC, (4.23)

para el caso de c = `1 y

cov−1
qTV (x)[x] =

L∑
k=1

<βk>Bk(sk)tBk(sk)

+ λ3<α3>
(

∆htW(w3)∆h + ∆vtW(w3)∆v
)

+ (1− λ2)<α1>CtC, (4.24)

para c = TV .
La imagen de AR estimada Eqc(x)[x] viene dada por

Eqc(x)[x] = covqc(x)[x]
L∑
k=1

<βk>Bk(sk)tyk. (4.25)

Tanto en la Ec. (4.23) como en la Ec. (4.24) ∆h y ∆v representan matrices
de convolución de PN × PN asociadas respectivamente con las diferencias
en horizontal y en vertical de primer orden, y W(w) con ∀w ∈ (R+)PN

define una matriz diagonal de PN × PN tal que

W(w)ii =
1
√
wi

para i = 1, . . . , PN. (4.26)

Las matrices W(w3), W(wh
2 ) y W(wv

2) se interpretan como matrices de
adaptación espacial ya que el suavizado horizontal y vertical para cada pixel
depende de la fuerza con la que varíen los gradientes horizontal y vertical.
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La estimación de los parámetros wh
2 y wv

2, para el modelo `1 ya se estudió
en el apartado 3.5.1 obteniéndose

wh2i = Eq`1(x)[(∆
h
i (x))2] = (∆h

i (Eq`1(x)[x]))2 + traza(covq`1(x)[x]∆htδi∆h)
(4.27)

y

wv2i = Eq`1(x)[(∆
v
i (x))2] = (∆v

i (Eq`1(x)[x]))2 + traza(covq`1(x)[x]∆vtδi∆v)
(4.28)

La estimación del parámetro w3 del modelo TV sigue los mismos pasos,
está descrito en Babacan et al. (2011), y finalmente, resulta

w3i = EqTV (x)[(∆
h
i (x))2 + ∆v

i (x))2]

= (∆h
i (EqTV (x)[x]))2 + (∆v

i (EqTV (x)[x]))2

+ traza(covqTV (x)[x]∆htδi∆h)

+ traza(covqTV (x)[x]∆vtδi∆v). (4.29)

4.3.2. Estimación de los Hiperparámetros

Por último nos queda obtener las distribuciones para los hiperparáme-
tros α1, α2, α3 {βk} para c ∈ {`1, TV }. A partir de las Ecs. (4.16), (4.17)
y (4.18) encontramos que las distribuciones de los hiperparámetros son
distribuciones Gamma, expresadas como

q(α1) ∝ α
PN
2
−1+aoα1

1 exp

−α1

b0α1
+

Eqc(x)

[
‖Cx‖2

]
2

 , (4.30)

los hiperparámetros {βk} tienen como distribuciones:

q(βk) ∝ β
N
2
−1+a0

βk
k exp

−βk
b0βk +

Eqc(x)

[
‖yk −Bk(sk)x‖2

]
2

 . (4.31)

En el caso de c = `1 las distribuciones de los hiperparámetros αh2 y αv2
son

q(αh2) ∝ (αh2)
PN
4
−1+a0

αh2 exp

[
−αh2

(
b0
αh2

+
PN∑
i=1

√
wh2i

)]
, (4.32)
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y

q(αv2) ∝ (αv2)
PN
4
−1+a0

αv2 exp

[
−αv2

(
b0αv2 +

PN∑
i=1

√
wv2i

)]
. (4.33)

Y en el caso de c = TV la distribución para el hiperparámetros α3 es

q(α3) ∝ (α3)
PN
2
−1+a0

α3 exp

[
−α3

(
b0α3

+
PN∑
i=1

√
w3i

)]
. (4.34)

Por tanto, las estimaciones de los hiperparámetros serán de la forma:

<α1> =
PN + 2a0

α1∥∥CEqc(x)[x]
∥∥2 + traza

(
covqc(x)[x]CtC

)
+ 2b0α1

, (4.35)

<βk> =
N
2 + a0

βk

1
2

(∥∥yk −Bk(sk)Eqc(x)[x]
∥∥2 + traza(covqc(x)[x]Bt

k(sk)Bk(sk))
)

+ b0βk

.

(4.36)

Cuando c = `1

<αh2> =
PN

4 + a0
αh2∑PN

i=1

√
wh2i + b0

αh2

, (4.37)

y

<αv2> =
PN

4 + a0
αv2∑PN

i=1

√
wv2i + b0αv2

, (4.38)

y para c = TV

<α3> =
PN

2 + a0
α3∑PN

i=1

√
w3i + b0

αh3

. (4.39)

4.3.3. Método de Superresolución

La estimación de la imagen de AR junto con los hiperparámetros descrita
en las secciones anteriores quedan recogidas en el algoritmo 4.1, para la
mezcla del modelo SAR con el modelo norma `1, y en el algoritmo 4.2 en el
caso que se mezclen el modelo SAR con el modelo TV.
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Algoritmo 4.1 SR usando la combinación de modelos SAR y `1.
Entrada: Valores iniciales para la imagen de AR y hiperparámetros.
1: mientras no se alcance el criterio de convergencia hacer
2: Estimar la distribución de la imagen de AR mediante la Ec. (4.19).
3: Calcular los vectores de adaptabilidad wh y wv usando las Ecs. (4.27)

y (4.28).
4: Estimar la distribuciones de los hiperparámetros α1, {βk} y α2 usando

las Ecs. (4.35), (4.36), (4.37),(4.38).
5: fin mientras

Algoritmo 4.2 SR usando la combinación de modelos SAR y TV
Entrada: Valores iniciales para la imagen de AR y hiperparámetros.
1: mientras no se alcance el criterio de convergencia hacer
2: Estimar la distribución de la imagen de AR mediante la Ec. (4.20)
3: Calcular el vector de adaptabilidad w usando la Ec. (4.29).
4: Estimar la distribuciones de los hiperparámetros α1, {βk} y α3 usando

las Ecs. (4.35), (4.36) y (4.39).
5: fin mientras

4.4. Experimentos

Para los experimentos presentados en este capítulo se utilizará el mismo
conjunto de 8 imágenes usado en el apartado 3.7 del capítulo anterior (ver
la figura 3.2). Se proponen dos experimentos, uno con 5 observaciones y
con factor de magnificación

√
P = 2 y otro con 11 observaciones con factor

de magnificación
√
P = 4. En ambos experimentos las observaciones son

generadas igual que en el apartado 3.7, aplicando el mismo modelo de degra-
dación descrito en el apartado 3.2.2, con la misma PSF uniforme, vectores
de movimiento y niveles de ruido Gaussiano, y repitiendo los experimentos
10 veces para mostrar la robustez al ruido de los métodos AR estudiados.

En ambos experimentos se compararán las imágenes de AR estimadas
con los métodos: interpolación bilineal denotado (BBC), el método robusto
Zomet et al. (2001) basado en un algoritmo Back-Proyection con valor 3 pa-
ra la mediana de filtrado y denotado por(ZMT), el método de SR robusto
propuesto en Farsiu et al. (Oct. 2004) que denotamos como (RSR) y basado
en el modelo a priori TV bilateral, el método de SR variacional en Babacan
et al. (2011) basado en el modelo a priori TV que denotaremos por (TV), el
algoritmo de SR 3.1 basado en el modelo a priori SAR que notaremos como
(SAR), el algoritmo de SR 3.2 propuesto en Villena et al. (2009a) denotado
como (norma `1), el algoritmo de SR 4.1 con c = `1 propuesto en Villena
et al. (2010c) y Villena et al. (2010b) basado en la combinación de modelos
a priori SAR y la norma `1 y denotado como(norma `1-SAR) y por últi-
mo el algoritmo de SR 4.2 con c = TV propuesto en Villena et al. (2010a)
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denotado por (TV-SAR) y basado en la combinación de modelos a priori
SAR y TV. Los valores de los parámetros de mezca λ2 en el algoritmo 4.1,
y λ3 en el algoritmo 4.2 se han obtenido numéricamente, probando valores
desde 0 hasta 1 en incrementos de 0, 05. Observe que los algoritmos 4.1 y
4.2 coinciden con el método de SR de los algoritmos 3.2 y el TV cuando
λ2 = 1 y λ3 = 1 respectivamente. Igualmente, cuando λ2 = 0 o λ3 = 0 los
algoritmos coinciden con el resultado obtenido por el algoritmo 3.1. Como
en el capítulo anterior utilizaremos el PSNR definido en la Ec. (3.63) para
comparar la calidad de las imágenes estimadas. En todos los casos utilizare-
mos el mismo criterio de parada que en el capítulo anterior, Ec. (3.64). En
todos los casos hemos aplicado la aproximación de Jacobi para la estima-
ción de los hiperparámetros en vez de la aproximación circulante utilizada
en el capítulo anterior, dada la gran cantidad de ejecuciones necesarias, para
distintos valores de los parámetros de mezcla, porque esta aproximación da
buenos resultados y es más eficiente.

En las tablas 4.1, 4.2, 4.3 y 4.4 se muestran los valores medios del PSNR
de las imágenes de AR obtenidas en el experimento con 5 observaciones.
Para facilitar su examen se han rotulado en color verde los resultados de la
combinación de modelos cuando sean mejores que los modelos por separado,
y en rojo cuando, además, el resultado sea el mejor de todos. Por el contrario,
cuando el mejor resultado haya sido obtenido utilizando un único modelo a
priori lo rotulamos en color azul.

Puede comprobarse que, en general, las reconstrucciones obtenidas me-
diante la combinación de modelos, propuesta en esta memoria, son mejores
que las obtenidas mediante el resto de los métodos comparados.

En las figuras 4.1 y 4.2 se muestran para la imagen 3.2(a) las recons-
trucciones de AR obtenidas con los diferentes métodos de SR estudiados y las
diferencias absolutas entre las reconstrucciones de AR y la imagen original,
representada en escala de color (las diferencias próximas a cero aparecen en
azul oscuro y en rojo las diferencias grandes), respectivamente. Y en la figu-
ra 4.3 se representa la variación de la calidad de la imagen de AR obtenida
mediante la combinación de modelos para distintos valores del parámetro de
mezcla. Se modo similar las figuras 4.4, 4.5, 4.6 y 4.7, 4.8, 4.9 muestran las
reconstrucciones de AR, las diferencias entre las reconstrucciones de AR y la
imagen orignal y las variaciones de la calidad de la reconstrucción usando la
combinación de modelos para las imagenes 3.2(e) y 3.2(b), respectivamente.

Por último en las tablas 4.5, 4.6, 4.7 y 4.8 se muestran los valores
medios del PSNR de las imágenes de AR obtenidas en el experimento con
11 observaciones.
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Tabla 4.1: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 10db y 20db

Imagen x Algoritmo SNR 10db SNR 15db SNR 20db
a BBC 23.03 ± 4.2e-03 23.04 ± 6.6e-04 23.04 ± 4.8e-04

RSR 32.10 ± 7.7e-03 31.93 ± 6.1e-02 31.86 ± 4.9e-02
ZMT 23.56 ± 4.9e-03 23.56 ± 2.1e-03 23.56 ± 5.0e-04
SAR 29.71 ± 4.1e-03 33.74 ± 1.7e-02 37.45 ± 5.2e-02
TV 32.92 ± 5.4e-02 36.95 ± 6.7e-02 41.00 ± 7.3e-02

norm `1 33.86 ± 3.9e-02 38.02 ± 5.4e-02 42.09 ± 3.9e-02
TV-SAR 33.07 ± 5.0e-02 37.08 ± 2.7e-02 41.12 ± 6.3e-02

λ= 0.95 λ= 0.95 λ= 0.95
norm `1-SAR 33.86 ± 3.9e-02 38.05 ± 5.0e-02 42.15 ± 4.6e-02

λ= 1.00 λ= 0.95 λ= 0.95
b BBC 16.37 ± 7.0e-03 16.38 ± 1.1e-03 16.38 ± 4.8e-04

RSR 29.34 ± 4.0e-02 30.87 ± 2.0e-01 30.80 ± 3.1e-03
ZMT 19.56 ± 2.2e+00 19.43 ± 2.2e+00 20.97 ± 2.1e+00
SAR 26.77 ± 5.4e-02 30.17 ± 1.8e-02 34.94 ± 1.2e-01
TV 29.24 ± 7.4e-02 33.73 ± 9.8e-02 38.24 ± 2.6e-02

norm `1 29.62 ± 8.3e-02 34.29 ± 1.5e-01 38.81 ± 1.1e-01
TV-SAR 30.01 ± 1.2e-01 34.48 ± 1.7e-02 38.77 ± 6.2e-02

λ= 0.80 λ= 0.85 λ= 0.85
norm `1-SAR 29.79 ± 9.9e-02 34.62 ± 6.6e-02 39.13 ± 9.9e-02

λ= 0.95 λ= 0.90 λ= 0.90
c BBC 24.72 ± 6.2e-03 24.74 ± 6.8e-04 24.74 ± 1.9e-04

RSR 32.87 ± 7.9e-02 33.54 ± 3.6e-02 33.55 ± 1.4e-02
ZMT 25.88 ± 4.3e-03 25.88 ± 3.0e-04 25.89 ± 4.2e-05
SAR 32.45 ± 2.3e-02 34.92 ± 1.0e-02 39.00 ± 2.5e-02
TV 33.47 ± 6.2e-02 36.28 ± 9.1e-02 39.71 ± 2.9e-02

norm `1 33.89 ± 6.6e-02 36.35 ± 8.5e-02 39.55 ± 3.4e-02
TV-SAR 34.38 ± 4.7e-02 37.37 ± 8.8e-02 40.71 ± 2.9e-02

λ= 0.85 λ= 0.85 λ= 0.85
norm `1-SAR 34.16 ± 5.4e-02 37.37 ± 8.9e-02 40.69 ± 2.2e-02

λ= 0.90 λ= 0.85 λ= 0.80
d BBC 16.44 ± 7.4e-04 16.45 ± 4.2e-04 16.45 ± 2.9e-04

RSR 26.87 ± 1.2e-01 28.44 ± 3.1e-02 28.37 ± 2.1e-02
ZMT 16.88 ± 4.3e-04 16.88 ± 2.2e-04 16.88 ± 1.0e-04
SAR 24.94 ± 6.1e-02 27.43 ± 5.2e-02 33.53 ± 7.8e-02
TV 29.57 ± 1.6e-01 34.95 ± 2.6e-01 41.22 ± 1.7e-01

norm `1 30.59 ± 2.3e-01 36.48 ± 1.6e-01 42.35 ± 1.3e-01
TV-SAR 29.57 ± 1.6e-01 34.98 ± 3.0e-01 41.22 ± 1.7e-01

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 30.59 ± 2.3e-01 36.48 ± 1.6e-01 42.35 ± 1.3e-01

λ= 1.00 λ= 1.00 λ= 1.00
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Tabla 4.2: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 10db y 20db

Imagen x Algoritmo SNR 10db SNR 15db SNR 20db
e BBC 25.33 ± 2.2e-03 25.33 ± 8.9e-04 25.33 ± 4.1e-04

RSR 31.36 ± 5.7e-02 31.14 ± 6.3e-02 30.99 ± 2.1e-02
ZMT 26.71 ± 1.5e+00 26.70 ± 1.4e+00 25.72 ± 5.7e-03
SAR 32.00 ± 4.1e-02 36.21 ± 2.7e-02 40.71 ± 8.0e-02
TV 33.71 ± 4.3e-02 37.24 ± 2.9e-02 41.95 ± 1.4e-01

norm `1 33.55 ± 3.6e-02 36.88 ± 5.4e-02 41.63 ± 1.3e-01
TV-SAR 33.97 ± 3.4e-02 37.48 ± 3.5e-02 42.05 ± 1.4e-01

λ= 0.90 λ= 0.90 λ= 0.90
norm `1-SAR 33.89 ± 3.2e-02 37.39 ± 4.7e-02 41.92 ± 1.4e-01

λ= 0.90 λ= 0.80 λ= 0.85
f BBC 24.45 ± 1.9e-03 24.45 ± 6.4e-04 24.45 ± 2.7e-04

RSR 31.33 ± 1.9e-02 31.26 ± 4.2e-02 31.30 ± 2.0e-02
ZMT 24.67 ± 5.5e-04 24.66 ± 2.5e-04 24.66 ± 6.5e-05
SAR 33.42 ± 3.5e-02 36.27 ± 3.5e-02 41.98 ± 9.0e-02
TV 34.21 ± 4.3e-02 37.76 ± 2.6e-02 42.74 ± 1.5e-01

norm `1 34.09 ± 3.3e-02 37.50 ± 4.8e-02 42.57 ± 1.4e-01
TV-SAR 34.49 ± 3.9e-02 38.02 ± 2.4e-02 42.85 ± 1.5e-01

λ= 0.90 λ= 0.85 λ= 0.90
norm `1-SAR 34.43 ± 4.3e-02 37.94 ± 2.4e-02 42.80 ± 1.5e-01

λ= 0.90 λ= 0.80 λ= 0.85
g BBC 24.54 ± 3.5e-03 24.55 ± 1.1e-03 24.56 ± 5.7e-04

RSR 32.40 ± 4.7e-02 33.40 ± 6.5e-02 33.25 ± 5.4e-02
ZMT 25.52 ± 2.6e-03 25.52 ± 5.7e-04 25.52 ± 3.8e-04
SAR 32.74 ± 1.5e-02 35.45 ± 1.7e-02 40.51 ± 3.6e-02
TV 33.54 ± 6.2e-02 37.32 ± 1.9e-02 41.44 ± 8.7e-03

norm `1 34.11 ± 1.8e-02 37.95 ± 3.8e-02 41.90 ± 6.1e-02
TV-SAR 34.25 ± 5.1e-02 37.97 ± 2.3e-02 42.19 ± 1.9e-02

λ= 0.80 λ= 0.85 λ= 0.80
norm `1-SAR 34.22 ± 3.0e-02 38.22 ± 4.6e-02 42.47 ± 8.9e-03

λ= 0.90 λ= 0.90 λ= 0.85
h BBC 25.03 ± 1.2e-02 25.08 ± 1.2e-03 25.08 ± 8.3e-04

RSR 29.98 ± 4.0e-02 32.53 ± 4.7e-02 32.22 ± 3.4e-02
ZMT 26.61 ± 9.0e-01 25.70 ± 3.1e-02 25.65 ± 3.5e-03
SAR 30.10 ± 8.0e-03 31.30 ± 1.3e-02 36.31 ± 1.7e-02
TV 32.03 ± 2.2e-02 35.09 ± 3.3e-02 38.55 ± 1.5e-02

norm `1 31.87 ± 3.9e-03 35.35 ± 4.2e-02 38.73 ± 1.7e-02
TV-SAR 32.05 ± 2.3e-02 35.12 ± 3.2e-02 38.59 ± 1.9e-02

λ= 0.95 λ= 0.95 λ= 0.95
norm `1-SAR 31.87 ± 3.9e-03 35.35 ± 4.2e-02 38.80 ± 1.1e-02

λ= 1.00 λ= 1.00 λ= 0.95
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Tabla 4.3: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 25db y 40db

Imagen x Algoritmo SNR 25db SNR 30db SNR 40db
a BBC 23.04 ± 1.4e-04 23.04 ± 6.3e-05 23.04 ± 2.2e-06

RSR 31.80 ± 2.8e-02 31.81 ± 2.3e-02 31.82 ± 3.7e-02
ZMT 23.56 ± 2.2e-04 23.56 ± 9.3e-05 23.56 ± 1.8e-06
SAR 43.42 ± 2.8e-02 49.92 ± 8.2e-02 62.55 ± 1.7e-01
TV 46.06 ± 8.4e-02 52.73 ± 4.4e-02 69.48 ± 8.2e-02

norm `1 47.18 ± 6.9e-02 54.69 ± 2.4e-02 72.82 ± 7.0e-02
TV-SAR 46.07 ± 8.5e-02 52.73 ± 4.4e-02 69.49 ± 8.4e-02

λ= 0.95 λ= 1.00 λ= 1.00
norm `1-SAR 47.18 ± 6.9e-02 54.69 ± 2.4e-02 72.82 ± 7.0e-02

λ= 1.00 λ= 1.00 λ= 1.00
b BBC 16.38 ± 3.2e-04 16.38 ± 5.7e-05 16.38 ± 4.5e-06

RSR 30.73 ± 1.9e-01 30.80 ± 1.9e-01 30.75 ± 1.6e-02
ZMT 22.48 ± 7.5e-04 22.48 ± 2.9e-04 22.48 ± 6.4e-05
SAR 39.85 ± 9.3e-02 47.17 ± 2.8e-01 65.21 ± 3.6e-01
TV 43.48 ± 8.3e-02 50.37 ± 1.2e-01 66.83 ± 6.9e-02

norm `1 43.95 ± 4.2e-02 50.56 ± 1.5e-01 66.97 ± 8.8e-02
TV-SAR 43.66 ± 2.8e-02 50.38 ± 1.3e-01 66.83 ± 6.5e-02

λ= 0.90 λ= 0.95 λ= 1.00
norm `1-SAR 44.00 ± 4.9e-02 50.56 ± 1.5e-01 66.97 ± 8.8e-02

λ= 0.90 λ= 1.00 λ= 1.00
c BBC 24.74 ± 3.9e-04 24.74 ± 6.0e-06 24.74 ± 3.3e-06

RSR 33.51 ± 3.0e-02 33.52 ± 1.4e-02 33.57 ± 3.8e-02
ZMT 25.89 ± 1.0e-04 25.89 ± 2.9e-05 25.89 ± 3.9e-06
SAR 43.73 ± 8.5e-03 49.80 ± 9.0e-02 66.91 ± 2.0e-01
TV 44.66 ± 8.1e-02 50.75 ± 5.7e-02 68.05 ± 1.7e-01

norm `1 44.49 ± 6.1e-02 50.69 ± 7.2e-02 68.18 ± 1.3e-01
TV-SAR 45.05 ± 5.2e-02 50.86 ± 4.6e-02 68.11 ± 1.6e-01

λ= 0.85 λ= 0.95 λ= 0.85
norm `1-SAR 44.99 ± 3.9e-02 50.82 ± 5.4e-02 68.20 ± 1.4e-01

λ= 0.85 λ= 0.90 λ= 0.80
d BBC 16.45 ± 1.8e-04 16.45 ± 1.5e-05 16.45 ± 7.4e-07

RSR 28.35 ± 3.3e-02 28.32 ± 1.7e-02 28.37 ± 2.4e-02
ZMT 16.88 ± 4.5e-05 16.88 ± 1.6e-05 16.88 ± 1.5e-06
SAR 38.80 ± 3.7e-03 45.84 ± 9.0e-02 61.62 ± 1.0e-01
TV 48.54 ± 1.6e-01 55.90 ± 1.6e-01 70.66 ± 1.7e-01

norm `1 49.34 ± 7.6e-02 56.88 ± 1.9e-01 74.64 ± 2.4e-02
TV-SAR 48.54 ± 1.6e-01 55.90 ± 1.6e-01 70.71 ± 2.2e-01

λ= 1.00 λ= 1.00 λ= 0.95
norm `1-SAR 49.34 ± 7.6e-02 56.88 ± 1.9e-01 74.64 ± 2.4e-02

λ= 1.00 λ= 1.00 λ= 1.00
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Tabla 4.4: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 25db y 40db

Imagen x Algoritmo SNR 25db SNR 30db SNR 40db
e BBC 25.33 ± 2.4e-05 25.33 ± 6.5e-06 25.33 ± 2.4e-06

RSR 30.95 ± 3.0e-02 30.92 ± 6.4e-03 30.92 ± 1.3e-02
ZMT 25.71 ± 3.1e-03 25.71 ± 8.3e-04 25.71 ± 6.1e-05
SAR 47.36 ± 5.5e-02 55.78 ± 1.1e-01 65.59 ± 1.7e-02
TV 48.38 ± 8.7e-02 56.42 ± 1.2e-01 73.50 ± 3.4e-01

norm `1 48.21 ± 5.5e-02 56.40 ± 1.3e-01 73.50 ± 4.4e-01
TV-SAR 48.38 ± 8.7e-02 56.42 ± 1.2e-01 73.81 ± 4.4e-01

λ= 1.00 λ= 1.00 λ= 0.95
norm `1-SAR 48.24 ± 5.7e-02 56.40 ± 1.2e-01 73.73 ± 3.9e-01

λ= 0.95 λ= 1.00 λ= 0.80
f BBC 24.45 ± 6.7e-05 24.45 ± 8.7e-06 24.45 ± 6.1e-07

RSR 31.31 ± 1.1e-02 31.31 ± 5.0e-02 31.28 ± 1.3e-02
ZMT 24.66 ± 2.9e-06 24.66 ± 4.1e-06 24.66 ± 5.2e-07
SAR 49.05 ± 1.3e-01 57.90 ± 7.8e-02 67.01 ± 8.6e-01
TV 49.56 ± 1.4e-01 58.43 ± 1.7e-01 76.27 ± 2.7e-01

norm `1 49.49 ± 1.5e-01 58.43 ± 1.7e-01 75.44 ± 2.4e-01
TV-SAR 49.61 ± 1.4e-01 58.45 ± 1.5e-01 76.40 ± 1.9e-01

λ= 0.90 λ= 0.85 λ= 0.70
norm `1-SAR 49.59 ± 1.5e-01 58.45 ± 1.5e-01 76.02 ± 2.1e-01

λ= 0.85 λ= 0.75 λ= 0.75
g BBC 24.55 ± 3.5e-04 24.55 ± 2.6e-05 24.55 ± 3.5e-06

RSR 33.29 ± 1.6e-02 33.30 ± 3.2e-02 33.21 ± 1.6e-02
ZMT 25.52 ± 6.8e-05 25.52 ± 3.0e-05 25.52 ± 1.6e-06
SAR 45.91 ± 1.0e-01 51.52 ± 3.5e-02 66.26 ± 2.3e-01
TV 46.32 ± 7.9e-02 52.18 ± 5.0e-02 68.26 ± 5.0e-02

norm `1 46.35 ± 1.7e-01 52.05 ± 2.3e-02 68.38 ± 1.2e-01
TV-SAR 46.94 ± 1.1e-01 52.57 ± 4.6e-02 68.33 ± 6.1e-02

λ= 0.80 λ= 0.80 λ= 0.90
norm `1-SAR 47.05 ± 1.4e-01 52.53 ± 4.1e-02 68.44 ± 1.1e-01

λ= 0.80 λ= 0.75 λ= 0.90
h BBC 25.08 ± 5.4e-04 25.08 ± 1.0e-04 25.08 ± 1.8e-05

RSR 32.24 ± 2.4e-02 32.24 ± 7.3e-03 32.24 ± 1.2e-02
ZMT 25.65 ± 2.9e-04 25.65 ± 4.7e-05 25.65 ± 2.2e-05
SAR 40.34 ± 4.8e-02 46.34 ± 3.6e-02 62.50 ± 2.1e-01
TV 42.67 ± 6.4e-02 48.45 ± 8.7e-02 64.59 ± 1.2e-01

norm `1 42.90 ± 7.1e-02 48.75 ± 1.0e-01 65.27 ± 1.5e-01
TV-SAR 42.67 ± 6.4e-02 48.45 ± 8.7e-02 64.59 ± 1.2e-01

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 42.91 ± 6.9e-02 48.75 ± 1.0e-01 65.27 ± 1.5e-01

λ= 0.95 λ= 1.00 λ= 1.00
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Tabla 4.5: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 11 observaciones para los niveles de ruido entre 10db y 20db

Imagen x Algoritmo SNR 10db SNR 15db SNR 20db
a BBC 19.05 ± 3.5e-03 19.06 ± 1.6e-03 19.05 ± 1.6e-04

RSR 26.39 ± 3.1e-02 26.91 ± 5.1e-03 26.89 ± 2.2e-02
ZMT 22.40 ± 4.1e-01 22.60 ± 3.0e-01 22.78 ± 1.8e-02
SAR 25.72 ± 2.2e-02 29.38 ± 3.7e-02 30.16 ± 5.0e-03
TV 27.61 ± 6.3e-02 31.47 ± 5.2e-02 33.96 ± 7.3e-02

norm `1 27.72 ± 3.1e-02 28.98 ± 1.8e-02 29.31 ± 2.0e-03
TV-SAR 27.61 ± 6.3e-02 31.47 ± 5.2e-02 33.96 ± 7.3e-02

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 27.72 ± 3.1e-02 29.38 ± 3.7e-02 30.16 ± 5.0e-03

λ= 1.00 λ= 0.00 λ= 0.00
b BBC 12.72 ± 3.6e-03 12.72 ± 1.7e-03 12.72 ± 1.7e-04

RSR 17.30 ± 2.1e-03 17.47 ± 3.5e-03 17.49 ± 2.5e-03
ZMT 15.15 ± 1.4e-02 15.16 ± 2.9e-03 15.15 ± 1.4e-03
SAR 21.21 ± 2.6e-02 21.73 ± 4.2e-03 21.79 ± 6.0e-03
TV 23.09 ± 8.7e-02 27.25 ± 4.6e-02 30.32 ± 7.1e-02

norm `1 19.82 ± 3.6e-02 20.19 ± 1.4e-02 20.21 ± 4.7e-03
TV-SAR 23.09 ± 8.7e-02 27.35 ± 4.8e-02 30.48 ± 9.7e-02

λ= 1.00 λ= 0.95 λ= 0.95
norm `1-SAR 21.21 ± 2.6e-02 21.73 ± 4.2e-03 21.79 ± 6.0e-03

λ= 0.00 λ= 0.00 λ= 0.00
c BBC 19.93 ± 5.9e-03 19.94 ± 8.4e-04 19.94 ± 9.5e-04

RSR 28.90 ± 6.1e-03 29.89 ± 1.7e-02 29.78 ± 4.9e-02
ZMT 25.15 ± 1.1e+00 24.60 ± 9.2e-01 23.78 ± 2.0e-02
SAR 28.58 ± 9.7e-03 31.13 ± 2.3e-02 32.95 ± 1.8e-02
TV 29.57 ± 1.6e-02 32.00 ± 4.5e-02 33.72 ± 4.4e-02

norm `1 29.76 ± 4.1e-02 31.07 ± 1.2e-02 31.38 ± 1.2e-03
TV-SAR 29.90 ± 9.4e-03 32.46 ± 2.4e-02 34.20 ± 2.0e-02

λ= 0.90 λ= 0.95 λ= 0.95
norm `1-SAR 29.76 ± 3.9e-02 31.13 ± 2.3e-02 32.95 ± 1.8e-02

λ= 0.95 λ= 0.00 λ= 0.00
d BBC 13.37 ± 2.4e-03 13.36 ± 1.4e-03 13.36 ± 1.1e-04

RSR 19.63 ± 4.8e-03 20.00 ± 1.8e-03 20.02 ± 1.3e-03
ZMT 16.48 ± 1.2e-02 16.46 ± 3.1e-03 16.46 ± 1.1e-04
SAR 21.88 ± 2.0e-02 22.71 ± 7.3e-03 22.80 ± 1.2e-03
TV 25.71 ± 9.5e-02 30.56 ± 1.5e-01 34.90 ± 6.5e-02

norm `1 23.13 ± 2.8e-02 24.24 ± 1.4e-02 24.48 ± 3.4e-03
TV-SAR 25.71 ± 9.5e-02 30.56 ± 1.5e-01 34.90 ± 6.5e-02

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 23.13 ± 2.8e-02 24.24 ± 1.4e-02 24.48 ± 3.4e-03

λ= 1.00 λ= 1.00 λ= 1.00
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Tabla 4.6: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 11 observaciones para los niveles de ruido entre 10db y 20db

Imagen x Algoritmo SNR 10db SNR 15db SNR 20db
e BBC 21.36 ± 1.4e-03 21.36 ± 7.4e-04 21.36 ± 4.5e-04

RSR 28.19 ± 4.1e-02 28.07 ± 6.5e-02 28.00 ± 5.0e-03
ZMT 25.43 ± 2.4e-03 25.43 ± 3.3e-03 25.43 ± 8.4e-04
SAR 29.17 ± 2.3e-02 30.78 ± 1.9e-02 30.99 ± 8.8e-03
TV 29.31 ± 2.5e-02 30.61 ± 9.9e-03 31.02 ± 2.4e-02

norm `1 28.50 ± 1.1e-02 28.69 ± 3.6e-03 28.71 ± 1.4e-03
TV-SAR 29.31 ± 2.5e-02 30.78 ± 1.9e-02 31.02 ± 2.4e-02

λ= 1.00 λ= 0.00 λ= 1.00
norm `1-SAR 29.17 ± 2.3e-02 30.78 ± 1.9e-02 30.99 ± 8.8e-03

λ= 0.00 λ= 0.00 λ= 0.00
f BBC 19.89 ± 1.1e-03 19.89 ± 4.8e-04 19.89 ± 1.2e-04

RSR 28.02 ± 4.8e-03 27.90 ± 4.0e-02 27.89 ± 5.1e-02
ZMT 24.63 ± 4.2e-03 24.62 ± 5.5e-04 24.62 ± 2.8e-04
SAR 29.52 ± 2.7e-02 30.20 ± 1.1e-02 30.28 ± 3.3e-03
TV 29.86 ± 7.3e-03 30.92 ± 2.0e-02 31.21 ± 1.9e-02

norm `1 28.62 ± 6.5e-03 28.76 ± 4.4e-03 28.77 ± 5.3e-04
TV-SAR 29.86 ± 7.3e-03 30.92 ± 2.0e-02 31.21 ± 1.9e-02

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 29.52 ± 2.7e-02 30.20 ± 1.1e-02 30.28 ± 3.3e-03

λ= 0.00 λ= 0.00 λ= 0.00
g BBC 18.94 ± 5.2e-03 18.94 ± 2.4e-03 18.94 ± 4.7e-04

RSR 28.95 ± 2.0e-02 30.22 ± 2.3e-02 30.20 ± 9.1e-02
ZMT 23.32 ± 1.1e+00 25.09 ± 7.8e-02 25.03 ± 2.0e-02
SAR 28.68 ± 1.6e-02 32.03 ± 5.6e-02 33.47 ± 3.8e-03
TV 29.88 ± 4.1e-02 32.81 ± 3.5e-02 35.10 ± 4.5e-02

norm `1 30.17 ± 1.5e-02 31.84 ± 1.9e-02 32.25 ± 6.4e-03
TV-SAR 30.18 ± 3.5e-02 33.15 ± 4.5e-02 35.24 ± 5.6e-02

λ= 0.90 λ= 0.90 λ= 0.95
norm `1-SAR 30.19 ± 1.2e-02 32.03 ± 5.6e-02 33.47 ± 3.8e-03

λ= 0.95 λ= 0.00 λ= 0.00
h BBC 20.75 ± 1.6e-02 20.77 ± 3.3e-03 20.77 ± 1.5e-03

RSR 27.60 ± 4.5e-02 30.13 ± 1.8e-02 30.10 ± 1.1e-02
ZMT 23.03 ± 1.6e-02 23.04 ± 2.2e-03 23.04 ± 1.4e-04
SAR 27.19 ± 3.4e-02 28.34 ± 4.6e-02 31.60 ± 5.9e-03
TV 28.65 ± 1.7e-02 31.22 ± 2.5e-02 33.41 ± 4.5e-02

norm `1 28.62 ± 1.1e-02 30.76 ± 2.6e-02 31.45 ± 5.0e-03
TV-SAR 28.65 ± 1.7e-02 31.22 ± 2.5e-02 33.41 ± 4.5e-02

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 28.62 ± 1.1e-02 30.76 ± 2.6e-02 31.60 ± 5.9e-03

λ= 1.00 λ= 1.00 λ= 0.00



4.4. Experimentos 83

Tabla 4.7: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 11 observaciones para los niveles de ruido entre 25db y 40db

Imagen x Algoritmo SNR 25db SNR 30db SNR 40db
a BBC 19.06 ± 1.4e-04 19.06 ± 6.6e-05 19.06 ± 1.6e-06

RSR 26.85 ± 3.0e-02 26.88 ± 1.7e-02 26.90 ± 6.4e-03
ZMT 22.76 ± 2.0e-03 22.73 ± 1.0e-02 22.74 ± 5.5e-04
SAR 30.25 ± 4.3e-03 30.26 ± 1.3e-03 30.28 ± 9.6e-03
TV 34.82 ± 2.6e-02 34.94 ± 8.2e-02 34.96 ± 4.3e-02

norm `1 29.36 ± 4.1e-03 29.36 ± 5.4e-04 29.36 ± 2.4e-04
TV-SAR 34.82 ± 2.6e-02 34.94 ± 8.2e-02 34.96 ± 4.3e-02

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 30.25 ± 4.3e-03 30.26 ± 1.3e-03 30.28 ± 9.6e-03

λ= 0.00 λ= 0.00 λ= 0.00
b BBC 12.72 ± 5.6e-05 12.72 ± 9.0e-06 12.72 ± 2.8e-06

RSR 17.49 ± 1.9e-04 17.49 ± 2.8e-03 17.49 ± 1.9e-03
ZMT 15.15 ± 6.4e-04 15.15 ± 7.2e-05 15.15 ± 1.3e-05
SAR 21.80 ± 2.1e-03 21.80 ± 2.9e-03 21.80 ± 1.9e-03
TV 31.85 ± 2.9e-02 32.08 ± 5.1e-02 32.18 ± 6.3e-02

norm `1 20.21 ± 1.0e-03 20.21 ± 1.6e-03 20.20 ± 3.4e-04
TV-SAR 31.98 ± 1.1e-01 32.18 ± 2.2e-02 32.26 ± 9.7e-03

λ= 0.95 λ= 1.00 λ= 0.95
norm `1-SAR 21.80 ± 2.1e-03 21.80 ± 2.9e-03 21.80 ± 1.9e-03

λ= 0.00 λ= 0.00 λ= 0.00
c BBC 19.94 ± 1.9e-04 19.94 ± 5.6e-05 19.94 ± 8.9e-06

RSR 29.74 ± 2.4e-02 29.77 ± 2.1e-02 29.74 ± 4.0e-02
ZMT 23.76 ± 1.6e-02 23.77 ± 3.6e-03 23.78 ± 5.1e-04
SAR 33.18 ± 9.2e-03 33.21 ± 5.8e-03 33.21 ± 6.6e-03
TV 34.36 ± 8.0e-03 34.53 ± 3.0e-02 34.57 ± 2.4e-02

norm `1 31.42 ± 1.0e-03 31.42 ± 4.0e-04 31.42 ± 8.2e-05
TV-SAR 34.79 ± 1.9e-02 34.90 ± 6.4e-02 34.88 ± 3.5e-02

λ= 0.95 λ= 0.95 λ= 0.95
norm `1-SAR 33.18 ± 9.2e-03 33.21 ± 5.8e-03 33.21 ± 6.6e-03

λ= 0.00 λ= 0.00 λ= 0.00
d BBC 13.36 ± 9.3e-05 13.36 ± 2.4e-05 13.36 ± 9.9e-07

RSR 20.02 ± 4.2e-03 20.02 ± 3.8e-03 20.02 ± 1.6e-03
ZMT 16.46 ± 1.5e-04 16.46 ± 1.9e-04 16.46 ± 5.3e-06
SAR 22.81 ± 8.4e-04 22.81 ± 1.6e-03 22.81 ± 5.7e-04
TV 39.00 ± 6.9e-02 41.90 ± 2.7e-01 43.93 ± 1.9e-01

norm `1 24.51 ± 1.4e-03 24.51 ± 5.7e-04 24.51 ± 2.3e-05
TV-SAR 39.00 ± 6.9e-02 41.90 ± 2.7e-01 43.93 ± 1.9e-01

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 24.51 ± 1.4e-03 24.51 ± 5.7e-04 24.51 ± 2.3e-05

λ= 1.00 λ= 1.00 λ= 1.00
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Tabla 4.8: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 11 observaciones para los niveles de ruido entre 25db y 40db

Imagen x Algoritmo SNR 25db SNR 30db SNR 40db
e BBC 21.36 ± 1.1e-04 21.36 ± 6.0e-06 21.36 ± 1.8e-06

RSR 28.05 ± 6.9e-02 28.12 ± 3.5e-02 28.15 ± 7.1e-03
ZMT 25.43 ± 4.0e-04 25.43 ± 5.0e-05 25.43 ± 1.2e-05
SAR 31.01 ± 1.0e-03 31.02 ± 4.5e-03 31.02 ± 3.7e-03
TV 31.06 ± 6.4e-03 31.07 ± 5.7e-03 31.06 ± 1.9e-03

norm `1 28.72 ± 4.4e-04 28.72 ± 1.8e-04 28.72 ± 1.3e-04
TV-SAR 31.06 ± 6.4e-03 31.07 ± 5.7e-03 31.06 ± 1.9e-03

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 31.01 ± 1.0e-03 31.02 ± 4.5e-03 31.02 ± 3.7e-03

λ= 0.00 λ= 0.00 λ= 0.00
f BBC 19.89 ± 2.2e-05 19.89 ± 2.4e-05 19.89 ± 8.5e-07

RSR 27.86 ± 2.1e-02 27.93 ± 5.2e-02 27.89 ± 2.9e-03
ZMT 24.62 ± 1.5e-04 24.62 ± 1.3e-04 24.62 ± 7.8e-06
SAR 30.28 ± 9.7e-04 30.29 ± 2.8e-03 30.29 ± 9.6e-04
TV 31.27 ± 1.6e-02 31.27 ± 8.5e-03 31.27 ± 4.0e-03

norm `1 28.78 ± 5.5e-04 28.78 ± 8.7e-05 28.78 ± 2.9e-05
TV-SAR 31.27 ± 1.6e-02 31.27 ± 8.5e-03 31.27 ± 4.0e-03

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 30.28 ± 9.7e-04 30.29 ± 2.8e-03 30.29 ± 9.6e-04

λ= 0.00 λ= 0.00 λ= 0.00
g BBC 18.94 ± 6.7e-05 18.94 ± 7.4e-06 18.94 ± 6.3e-06

RSR 30.10 ± 4.0e-03 30.18 ± 8.7e-02 30.22 ± 8.4e-02
ZMT 25.01 ± 5.6e-03 25.01 ± 2.9e-03 25.01 ± 2.6e-04
SAR 33.65 ± 1.4e-02 33.67 ± 3.4e-03 33.66 ± 8.8e-03
TV 35.84 ± 2.1e-02 35.96 ± 2.9e-02 36.01 ± 1.8e-02

norm `1 32.29 ± 1.3e-03 32.30 ± 7.7e-04 32.30 ± 4.1e-04
TV-SAR 35.93 ± 3.1e-02 36.00 ± 2.7e-02 36.02 ± 9.7e-03

λ= 0.95 λ= 1.00 λ= 1.00
norm `1-SAR 33.65 ± 1.4e-02 33.67 ± 3.4e-03 33.66 ± 8.8e-03

λ= 0.00 λ= 0.00 λ= 0.00
h BBC 20.77 ± 4.9e-04 20.77 ± 9.8e-06 20.77 ± 1.1e-05

RSR 30.03 ± 2.7e-02 30.00 ± 8.1e-02 30.05 ± 1.2e-02
ZMT 23.04 ± 8.5e-04 23.04 ± 3.7e-04 23.04 ± 4.3e-06
SAR 32.13 ± 5.3e-03 32.19 ± 5.1e-03 32.19 ± 4.3e-03
TV 34.59 ± 6.6e-03 34.86 ± 2.0e-02 34.87 ± 2.3e-02

norm `1 31.58 ± 4.7e-03 31.59 ± 2.1e-04 31.60 ± 2.2e-04
TV-SAR 34.59 ± 6.6e-03 34.86 ± 2.0e-02 34.87 ± 2.3e-02

λ= 1.00 λ= 1.00 λ= 1.00
norm `1-SAR 32.13 ± 5.3e-03 32.19 ± 5.1e-03 32.19 ± 4.3e-03

λ= 0.00 λ= 0.00 λ= 0.00
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 4.1: Reconstrucciones de la imagen 3.2(a) de AR obtenidas en el
experimento con 5 observaciones a partir de las observaciones con nivel de
ruido de 20db. (a) BBC con PSNR = 23,04, (b) RSR con PSNR = 31,81,
(c) ZMT con PSNR = 23,56, (d) SAR con PSNR = 37,42, (e) TV
con PSNR = 41,01, (f) norma `1 con PSNR = 42,07, (g) TV-SAR con
PNSR = 41,14 y (h) norma `1-SAR con PSNR = 42,16.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 4.2: Muestra |x̂ − xtrue| para las imágenes de AR 3.2(a) estimadas
x̂ en el experimento con 5 observaciones con nivel de ruido de 20db en las
observaciones. (a) BBC, (b) RSR, (c) ZMT, (d) SAR, (e) TV, (f) norma `1,
(g) TV-SAR y (h) norma `1-SAR.
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(a)

(b)

Figura 4.3: Muestra los valores de (a) λ2 y (b) λ3 en el experimento con 5
observaciones para la imagen (1) con 20db de ruido.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 4.4: Reconstrucciones de la imagen de AR 3.2(e) obtenidas en el
experimento con 5 observaciones a partir de las observaciones con nivel de
ruido de 10db. (a) BBC con PSNR = 25,33, (b) RSR con PSNR = 31,37,
(c) ZMT con PSNR = 26,82, (d) SAR con PSNR = 32,01, (e) TV
con PSNR = 33,71, (f) norma `1 con PSNR = 33,56, (g) TV-SAR con
PNSR = 34,01 y (h) norma `1-SAR con PSNR = 33,92.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 4.5: Muestra |x̂ − xtrue| para las imágenes de AR 3.2(e) estimadas
x̂ en el experimento con 5 observaciones con nivel de ruido de 10db en las
observaciones. (a) BBC, (b) RSR, (c) ZMT, (d) SAR, (e) TV, (f) norma `1,
(g) TV-SAR y (h) norma `1-SAR.
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(a)

(b)

Figura 4.6: Muestra los valores de (a) λ2 y (b) λ3 en el experimento con 5
observaciones para la imagen (5) con 10db de ruido.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 4.7: Reconstrucciones de la imagen de AR 3.2(b) obtenidas en el
experimento con 5 observaciones a partir de las observaciones con nivel de
ruido de 15db. (a) BBC con PSNR = 16,38, (b) RSR con PSNR = 30,82,
(c) ZMT con PSNR = 19,57, (d) SAR con PSNR = 30,16, (e) TV
con PSNR = 33,71, (f) norma `1 con PSNR = 34,27, (g) TV-SAR con
PNSR = 34,51 y (h) norma `1-SAR con PSNR = 34,62.
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4.5. Conclusiones

En este capítulo hemos presentado dos nuevos métodos de SR Bayesia-
na variacional basados en la combinación de distribuciones a posteriori. En
particular, hemos combinado, por un lado, la distribución a posteriori del
modelo a priori SAR con el modelo basado en la norma `1 y por otro lado,
la distribución a posteriori del modelo a priori SAR con la del modelo TV.
Estas combinaciones de modelos se propusieron en Villena et al. (2010c) y
Villena et al. (2010a). Los métodos propuestos se han comparado favorable-
mente con otros métodos de SR que usan un único modelo a priori, como
el método robusto de Zomet et al. (2001) basado en un algoritmo de Back-
Proyection, el método de SR robusto propuesto en Farsiu et al. (Oct. 2004)
basado en el modelo a priori TV bilateral, el método de SR variacional pro-
puesto en Babacan et al. (2011) y basado en el modelo a priori TV y el
método variacional de SR propuesto en Villena et al. (2009a) que utiliza el
modelo a priori basado en la norma `1. Para la comparación se ha utilizado
una amplia gama de imágenes de diversa naturaleza.
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(a) (b)

(c) (d)

(e) (f)

(g) (h)

Figura 4.8: Muestra |x̂ − xtrue| para las imágenes de AR 3.2(b) estimadas
x̂ en el experimento con 5 observaciones con nivel de ruido de 10db en las
observaciones. (a) BBC, (b) RSR, (c) ZMT, (d) SAR, (e) TV, (f) norma `1,
(g) TV-SAR y (h) norma `1-SAR.
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(a)

(b)

Figura 4.9: Muestra los valores de (a) λ2 y (b) λ3 en el experimento con 5
observaciones para la imagen (2) con 10db de ruido.



Capítulo 5

Superresolución con
Estimación del Movimiento

5.1. Introducción

Por lo general los métodos de SR constan de un proceso de registrado
para estimar los parámetros del movimiento de las observaciones con respecto
a la imagen de referencia y de un proceso de estimación de la imagen de
AR (vease Park et al. (2003), Borman (2004), Katsaggelos et al. (2007) y
Milanfar (2010)). Este proceso de registrado es imprescindible en la SR de
secuencias de imágenes reales, y la calidad de la imagen de AR depende tanto
del algoritmo de SR como de la precisión del registrado, (ver Vandewalle
(2006)).

Una gran parte de los métodos de SR aparecidos en la literatura dan por
conocidos los parámetros del movimiento de las observaciones, que muchos
métodos estiman previamente, a nivel de BR, aplicando un método con-
vencional de registrado (veáse Brown (1992) y Zitova y Flusser (2003)), y
centran sus esfuerzos en el algoritmo de SR propuesto. Entre los métodos de
SR que aplican esta estrategia, se encuentran los métodos propuestos en Elad
y Feuer (1997), Zomet et al. (2001), Farsiu et al. (Oct. 2004) y Vandewalle
et al. (2007).

Evidentemente la dificultad de estimar los parámetros de movimiento de
forma precisa aumenta a medida que aumenta la degradación de la obser-
vaciones. Esto es, la imprecisión del registrado aumenta con el emborrona-
miento, el factor de submuestreo y el ruido. Estas imprecisiones dificultan,
aún más, la reconstrucción de la imagen de AR. En Villena et al. (2004)
aplicamos esta estrategia de registrado previo a la SR, pero propusimos una
técnica para mejorar su precisión, consistente en transformar previamente
las observaciones de BR en imágenes de AR mediante el algoritmo de SR
propuesto en Molina et al. (2003a), ignorando inicialmente en este proceso,
el efecto del movimiento.

95
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En otros métodos, en cambio, se estiman los parámetros del movimien-
to junto con la imagen de AR, dentro del algoritmo de SR. Así sucede por
ejemplo en Hardie et al. (1997), Mateos et al. (2000), Segall et al. (2004), Ng
et al. (2002),Baker y Kanade (2002), Segall et al. (2003), Šroubek y Flus-
ser (2005), Woods et al. (2006), Kanemura et al. (2009), Tipping y Bishop
(2003), Pickup et al. (2007), Babacan (2009) y en Villena et al. (2010b),
Villena et al. (2011) que forman parte de las aportaciones de esta tesis.

En general, los métodos de este segundo grupo también requieren un
proceso de registrado previo. Pero la diferencia está en que ahora el método
de registrado previo utilizado y la precisión del mismo no son determinantes,
para la calidad de las reconstrucciones.

En este capítulo nos centraremos en la estimación de la imagen de AR
junto con el movimiento de las observaciones aplicando los métodos de SR
Bayesianos variacionales mediante combinaciones de modelos a priori estu-
diados en el capítulo anterior.

5.2. Modelización Bayesiana Jerarquizada

En este capítulo se estimará la imagen de AR x junto con los parámetros
del movimiento {sk} y los hiperparámetros. En realidad todos los elementos
de la modelización Bayesiana Jerárquica de nuestro problema, salvo lo rela-
tivo a los parámetros del movimiento, han sido ya estudiados en los capítulos
anteriores.

Volvemos a escribir aquí, para mayor comodidad, nuestro modelo de ob-
servacion, de la Ec. (3.4), en el que ahora hemos incluido, entre las incógnitas
del modelo, los parámetros del movimiento {sk}

p(y|x, {sk}, {βk}) ∝

[
L∏
k=1

β
NP
2

k

]
exp

[
−1

2

L∑
k=1

βk ‖yk −Bk(sk)x‖2
]
, (5.1)

donde βk representa la inversa de la varianza del ruido y Bk(sk) = AHkC(sk)
ha sido definida en la Ec. (2.2). Como en los capítulos anteriores la imagen
transformada C(sk)x será aproximada mediante la interpolación bilineal de-
finida en la Ec. (3.9), como en He et al. (2007).

Trabajaremos con los modelos a priori de la imagen de AR x SAR, TV y
el basado en la norma `1 definidos por las Ecs. (3.1), (4.6) y (3.2) respecti-
vamente y, como en el capítulo anterior, estudiaremos las combinaciones de
los modelos SAR y `1, y la de SAR y TV. Para los hiperprior utilizaremos
distribuciones gamma ya definidas en la Ec. (3.10).
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5.2.1. Modelización de las incertidumbres de los parámetros
del movimiento

El nuevo elemento, a introducir en este capítulo, en el modelo Bayesiano
Jeráquico, es la incertidumbre de los parámetros de movimiento de las ob-
servaciones. Como ya se ha dicho, partiremos de una estimación inicial de
los desplazamientos y rotaciones de las imágenes de BR obtenidas median-
te la aplicación de algunos de los métodos de registrado conocidos (veáse
Brown (1992) y Zitova y Flusser (2003)) y que notaremos como {s̄pk}. Ya se
ha mencionado anteriormente que las estimaciones en BR del movimiento
suelen ser imprecisas y limitan muy seriamente la calidad de la imágenes
AR a obtener mediante los métodos de SR. En base a esto, modelaremos
los parámetros de movimiento como variables estocásticas que siguen una
distribución Gaussiana con valor medio a priori igual a la estimación inicial
s̄pk para cada observación, esto es

p(sk) = N (sk|s̄pk,Ξ
p
k), (5.2)

donde Ξp
k representa la matriz de covarianza a priori de los parámetros de

movimiento para la observación yk. Obsérvese que tanto los parámetros {s̄pk}
como {Ξp

k} incorporan información a priori sobre el movimiento de las ob-
servaciones en el proceso de estimación, pero que si no dispusiésemos de esta
información bastaría con utilizar una distribución plana sobre sk, con lo que
la estimación se basaría únicamente en las observaciones.

Este tipo de modelización de los parámetros del movimiento mediante
una distribución Gaussiana ha sido también adoptado en los algoritmos pro-
puestos en Lee y Kang (2003), Tipping y Bishop (2003), Pickup et al. (2007),
pero aplicando métodos de inferencia diferentes de los que vamos a utilizar
en esta memoria.

Finalmente combinando las Ecs. (5.1), (3.1), (3.2), (4.6), (3.10) y (5.2),
resultan las distribuciones conjuntas

pl(Θl,y) = p(y|x, {βk})pl(x|αl)p(αl)
L∏
k=1

p(βk)
L∏
k=1

p(sk), (5.3)

siendo ahora Θl = {Ω, αl}, Ω = {x, {sk}, {βk}}, p(α2) = p(αh2)p(αv2) y
donde l = {1, 2, 3} denota las diferentes distribuciones que corresponden a
los modelos a priori SAR, norma `1 y TV respectivamente.

5.3. Inferencia Bayesiana Variacional

Aplicaremos el mismo método de inferencia Bayesiana que en el capítulo
anterior, a partir de m modelos a posteriori p(αl,Ω|y), para l = 1, 2, . . . ,m
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y consistente en minimizar la combinación de divergencias de KL de la
Ec. (4.7), de la que resulta

q̂(Φ) = argmin
q(Φ)

R(Φ) (5.4)

donde

R(Φ) =
∫

q(Φ) log

(
q(Ω)

p(y|x, {βk})
∏L
k=1 p(βk)

∏L
k=1 p(sk)

m∏
l=1

[
q(αl)

pl(x|αl)p(αl)

]λl)
dΦ. (5.5)

Nuevamente, estudiaremos la combinación del modelo a priori SAR con
el modelo basados en la norma `1, y también con el modelo TV. Ambas
configuraciones las notaremos como Φc para c ∈ {`1, TV } y con m = 3 en
ambas, λ`1 = {1 − λ2, λ2, 0} y λTV = {1 − λ3, 0, λ3}. Como, en el capítu-
lo anterior debemos aplicar la técnica de mayorización. Las distribuciones
a priori pl(x|αl) para l = 2, 3 serán aproximadas por sus cotas inferiores
M(αh2 , α

v
2,x,w

h
2 ,w

v
2) definida en la Ec. (3.26) y M3(α3,x,w3) definida en la

Ec. (4.14), respectivamente. Ambas cotas aparecen definidas en términos de
las variables desconocidas wh

2 , wv
2 y w3, que han sido interpretadas como

indicadores de bordes en la imagen de AR. Así obtendremos también cotas
inferiores para la distribuciones conjuntas, de la forma:

p2(Θ2,y) ≥ p(y|x, {βk})M(αh2 , α
v
2,x,w

h
2 ,w

v
2)

p(αh2)p(αv2)
L∏
k=1

p(βk)
L∏
k=1

p(sk)

= F(Θ2,y,wh,wv), (5.6)

p3(Ω, α3,y) ≥ p(y|x, {βk})M3(α3,x,w3)p(α3)
L∏
k=1

p(βk)
L∏
k=1

p(sk)

= F3(Ω, α3,y,w3). (5.7)

Ambas cotas inferiores nos permiten mayorizar R(Φ) de la Ec. (5.5),
permitiéndonos así resolver la Ec. (5.4), minimizando iterativamente, y de
forma alternativa, con respecto a las nuevas variables introducidas, wh

2 , wv
2

y w3, y con respecto al resto de las variables, estrechando cada vez más la
cota y acercándonos a la solución exacta (ver Bioucas-Dias et al. (2006)).

Nuestro objetivo es encontrar las distintas distribuciones q(αl), q(x),
q(sk) y q(βk) que minimizan la Ec. (5.4). Las distribuciones q(αl) para
l = 1, 2, 3 vienen dadas por
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q(α1) = const× exp
(
〈log p1(Ω, α1,y)〉q(Ω)

)
, (5.8)

q(α2) = const× exp
(〈

log F(Θ2,y,wh
2 ,w

v
2)
〉

q(Ω)

)
, (5.9)

y

q(α3) = const× exp
(
〈log F3(Ω, α3,y,w3)〉q(Ω)

)
. (5.10)

Para el resto de distribuciones obtendremos las expresiones

q`1(ξ) = const× exp

(〈
log

[
p(y|Ω)

L∏
k=1

p(βk)
L∏
k=1

p(sk)

[
M(αh2 , α

v
2,x,w

h
2 ,w

v
2) p(α2)

]λ2

[p1(x|α1)p(α1)]1−λ2

]〉
q(Φ`1ξ)

)
, (5.11)

para la configuración c = `1 , y

qTV (ξ) = const× exp

(〈
log

[
p(y|Ω)

L∏
k=1

p(βk)
L∏
k=1

p(sk)

[M3(α3,x,w3) p(α3)]λ3 [p1(x|α1)p(α1)]1−λ3

]〉
q(ΦTV ξ)

)
, (5.12)

para c = TV , donde Φcξ, para c ∈ {`1, TV }, denota el conjunto de variables
Φc habiendo eliminado ξ.

5.3.1. Estimación de la Imagen de Alta Resolución y los Pa-
rámetros del Registrado

Para obtener la función de distribución q(x) partiremos de la Ec.(5.11)
para c = `1, resultando una distribución Gaussiana multivariante de la for-
ma:

q`1(x) ∝ exp

−1
2
λ2

<αh2>∑
i

(∆h
i (x))2 + wh2i√

wh2i

+<αv2>
∑
i

(∆v
i (x))2 + wv2i√

wv2i

}
− (1− λ2)

2
<α1> ‖Cx‖2

−1
2

∑
k

<βk>< ‖ yk −Bk(sk)x ‖2 >q(sk)

)
, (5.13)



100 Capítulo 5. Superresolución con Estimación del Movimiento

y de la Ec. (5.12) para c = TV ,

qTV (x) ∝ exp

(
−1

2
<α3>λ3

∑
i

(∆h
i (x))2 + (∆v

i (x))2 + w3i√
w3i

−(1− λ3)
2

<α1> ‖Cx‖2

−1
2

∑
k

<βk>< ‖ yk −Bk(sk)x ‖2 >q(sk)

)
. (5.14)

También, a partir de las Ecs. (5.11) y (5.12), podemos encontrar la
distribución q(sk) que tiene la forma

q(sk) ∝ exp
(
−1

2
< βk > < ‖ yk −Bk(sk)x ‖2 >q(x)

− 1
2
(
sk − s̄pk

)t (Ξp
k

)−1 (sk − s̄pk
))

. (5.15)

La forma explícita de estas distribuciones depende de los valores espera-
dos < ‖ yk−Bk(sk)x ‖2 >q(sk) y < ‖ yk−Bk(sk)x ‖2 >q(x) cuya estimación
no es trivial, porque en B(sk) = AHkC(sk), definido en la Ec. (2.2), C(sk)
no es lineal con respecto a sk. Para salvar este problema, aproximaremos
C(sk) por los primeros términos de su desarrollo de Taylor alrededor del
valor medio <sk> = s̄k = (θ̄k, c̄k, d̄k)t de la distribución q(sk), resultando

C(sk) ≈ C(s̄k) + [N1(s̄k),N2(s̄k),N3(s̄k)] (sk − s̄k) , (5.16)

donde

[N1(s̄k)x,N2(s̄k)x,N3(s̄k)x] =
[(P1(s̄k)M1(s̄k) + P2(s̄k)M2(s̄k)),M1(s̄k),M2(s̄k)] . (5.17)

En la Ec. (5.17)

M1(s̄k) = (I−Dbk(sk))(Ltr(sk) − Ltl(sk)) + Dbk(sk)(Lbr(sk) − Lbl(sk))
(5.18)

M2(s̄k) = (I−Dak(sk))(Lbl(sk) − Ltl(sk)) + Dak(sk)(Lbr(sk) − Ltr(sk)),
(5.19)

y

P1(s̄k) = [−Du sin(θ̄k)−Dv cos(θ̄k)] (5.20)
P2(s̄k) = [Du cos(θ̄k)−Dv sin(θ̄k)] , (5.21)
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donde Du y Dv son matrices diagonales con los vectores u y v en sus
diagonales respectivamente y las matrices Dak(sk), Dbk(sk) y Lz con z ∈
{tl(sk), tr(sk),bl(sk),br(sk)} ya fueron introducidas en el apartado 3.2.2.
Siendo Dak(sk) y Dbk(sk) matrices diagonales con los vectores ak(sk) y bk(sk)
en su diagonal, respectivamente y Lz con z ∈ {tl(sk), tr(sk),bl(sk),br(sk)}
fueron construidas de forma que el producto Lzx obtiene los valores de los pí-
xeles ubicados arriba a la izquierda, arriba a la derecha, abajo a la izquierda
y abajo a la derecha de (uk, vk), respectivamente.

Utilizando las Ecs (2.2) y (5.16) obtenemos

B(sk) = AHkC(sk)
≈ AHkC(s̄k) + AHk[N1(s̄k), N2(s̄k), N3(s̄k)](sk − s̄k)
= AHkC(s̄k) + [Ok1(s̄k),Ok2(s̄k),Ok3(s̄k)] (sk − s̄k), (5.22)

con

Okr(s̄k) = AHkNr(s̄k), r = 1, 2, 3 (5.23)

La expresión
∑

k<βk>< ‖ yk−AHkC(sk)x ‖2 >q(sk) podemos evaluarla
usando la Ec. (5.22) para obtener∑
k

<βk>< ‖ yk −AHkC(sk)x ‖2 >q(sk)

≈
∑
k

<βk> ‖ yk −AHkC(s̄k)x ‖2

+
∑
k

<βk>xttrace
(
[Ok1(s̄k),Ok2(s̄k),Ok3(s̄k)]

t

[Ok1(s̄k),Ok2(s̄k),Ok3(s̄k)] Ξk) x

=
∑
k

<βk> ‖ yk −B(s̄k)x ‖2 +
∑
k

3∑
i=1

3∑
j=1

<βk>ξkijxtOki(s̄k)tOkj(s̄k)x ,

(5.24)

donde Ξk es la matriz de covarianza definida con los términos ξkij , i = 1, 2, 3,
j = 1, 2, 3, de la forma

Ξk =

ξk11 ξk12 ξk13

ξk21 ξk22 ξk23

ξk31 ξk32 λk33

 . (5.25)

Sustituyendo la Ec. (5.24) en las Ecs. (5.13) y (5.14), obtenemos una
distribución Gaussiana multivariante para la distribución a posteriori qc(x)
con la forma:

qc(x) = N
(
x|Eqc(x)[x], covqc(x)[x]

)
, (5.26)
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cuyos parámetros son

Eqc(x)[x] = covqc(x)[x]

[∑
k

<βk>Bk(s̄k)tyk

]
, (5.27)

para ambas configuraciones, mientras la matriz de covarianza inversa depen-
de de la configuración, esto es, para c = `1 resulta

cov−1
q`1(x)[x] =

∑
k

<βk>Bk(s̄k)tBk(s̄k) +
∑
k

3∑
i=1

3∑
j=1

<βk>ξkijOki(s̄k)tOkj(s̄k)

+ λ2

(
<αh2>∆htW(wh2 )∆h +<αv2>∆vtW(wv2)∆v

)
+ (1− λ2)<α1>CtC, (5.28)

y para c = TV tenemos

cov−1
qTV (x)[x] =

∑
k

<βk>Bk(s̄k)tBk(s̄k)

+
∑
k

3∑
i=1

3∑
j=1

<βk>ξkijOki(s̄k)tOkj(s̄k)

+ λ3<α3>
(

∆htW(w3)∆h + ∆vtW(w3)∆v
)

+ (1− λ3)<α1>CtC, (5.29)

donde ∆h y ∆v representan, como en el capítulo anterior, las matrices de
convolución de PN × PN asociada respectivamente con las diferencias en
horizontal y en vertical de primer orden, y W(w) con ∀w ∈ (R+)PN es una
matriz diagonal de PN × PN definida por la Ec. (4.26).

Como en el capítulo anterior, las matrices W(w3), W(wh
2 ) y W(wv

2)
se interpretan como matrices de adaptación espacial ya que el suavizado
horizontal y vertical para cada pixel depende de la fuerza con la que varíen los
gradientes horizontal y vertical. Igualmente, la estimación de los parámetros
wh

2 y wv
2, para el modelo `1 y el parámetro w3 para el modelo TV ya fueron

definidos en el apartado 4.3.1, resultando

wh2i = Eq`1(x)[(∆
h
i (x))2] = (∆h

i (Eq`1(x)[x]))2 + traza(covq`1(x)[x]∆htδi∆h),
(5.30)

wv2i = Eq`1(x)[(∆
v
i (x))2] = (∆v

i (Eq`1(x)[x]))2 + traza(covq`1(x)[x]∆vtδi∆v)
(5.31)
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y

w3i = EqTV (x)[(∆
h
i (x))2 + ∆v

i (x))2]

= (∆h
i (EqTV (x)[x]))2 + (∆v

i (EqTV (x)[x]))2

+ traza(covqTV (x)[x]∆htδi∆h)

+ traza(covqTV (x)[x]∆vtδi∆v) (5.32)

respectivamente.
También, para obtener la Ec. (5.15), de forma explícita, necesitamos cal-

cular la expresión < ‖ yk −Bk(sk)x ‖2 >q(x). Para ello, aplicamos la apro-
ximación de B(sk) dada en la Ec. (5.22), obteniendo

< ‖ yk −Bk(sk)x ‖2 >q(x)

= < ‖ yk −B(s̄k)x− [Ok1(s̄k)x,Ok1(s̄k)x,Ok1(s̄k)x](sk − s̄k) ‖2 >q(x)

=‖ yk −B(s̄k)Eqc(x)[x]− [Ok1(s̄k)Eqc(x)[x],Ok2(s̄k)Eqc(x)[x],

Ok3(s̄k)Eqc(x)[x]](sk − s̄k) ‖2 +trace
[
B(s̄k)t B(s̄k)covqc(x)[x]

]
+ 2

[
trace

[
B(s̄k)tOk1(s̄k)covqc(x)[x]

]
, trace

[
B(s̄k)tOk2(s̄k)covqc(x)[x]

]
,

trace
[
B(s̄k)tOk3(s̄k)covqc(x)[x]

]]
(sk − s̄k)

+ (sk − s̄k)tΨk(sk − s̄k) (5.33)

siendo

Ψk =

 Ψk11 Ψk12 Ψk13

Ψk21 Ψk22 Ψk23

Ψk31 Ψk32 Ψk33

 , (5.34)

con Ψkij = trace
[
Oki(s̄k)tOkj(s̄k)covqc(x)[x]

]
, para i, j = 1, 2, 3. La distri-

bución q(sk) puede expresarse a partir de las Ecs. (5.15) y (5.33) como la
distribución Gaussiana

q(sk) = N (sk|<sk>,Ξk) (5.35)

con los parametros

<sk> = Ξk

[(
Ξp
k

)−1 s̄pk+ < βk > Γks̄k+ < βk > Ψks̄k

+ < βk >
[(

yk −B(s̄k)Eqc(x)[x]
)t Ok1(s̄k)Eqc(x)[x],(

yk −B(s̄k)Eqc(x)[x]
)t Ok2(s̄k)Eqc(x)[x],(

yk −B(s̄k)Eqc(x)[x]
)t Ok3(s̄k)Eqc(x)[x]

]t
− < βk >

[
trace

[
B(s̄k)tOk1(s̄k)covqc(x)[x]

]
,

trace
[
B(s̄k)tOk2(s̄k)covqc(x)[x]

]
, trace

[
B(s̄k)tOk3(s̄k)covqc(x)[x]

]]]t
(5.36)
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y

Ξ−1
k =

(
Ξp
k

)−1 + < βk > Ψk+ < βk > Γk , (5.37)

con

Γk =

 Γk11 Γk12 Γk13

Γk21 Γk22 Γk23

Γk31 Γk32 Γk33

 , (5.38)

donde Γkij = Eqc(x)[x]tOki(s̄k)tOkj(s̄k)Eqc(x)[x], para i, j = 1, 2, 3.
Note como la Ec. (5.35), junto con las Ecs. (5.36) y (5.37), nos proporcio-

nan un método de registrado que estima la media definida en la Ec. (5.36)
en base a la media estimada en la iteración anterior. Este método de re-
gistrado se comporta como una generalización estocástica del método de
Lucas-Kanade Lucas y Kanade (1981) Baker y Matthews (2004) aplicado
al problema de la SR. El método clásico de Lucas-Kanade se obtendría co-
mo caso particular de la Ec. (5.36) con tan solo hacer la matriz Ψk cero.
La matriz Ψk representa la incertidumbre de la imagen de AR obtenida en
el proceso de estimación del movimiento. Como se mostrará experimental-
mente, esta nos ayudará a encontrar una estimación del movimiento y de la
imagen de AR con mayor precisión.

En esta memoria hemos considerado la presencia de movimientos de tras-
lación y rotación en un mismo plano entre las observaciones. Pero el marco
propuesto permite modelos de movimiento más complejos, tales como movi-
mientos afines o proyectivos con 6 u 8 grados de libertad respectivamente.
Para ello bastaría con redefinir la Ec. (3.6) de la forma apropiada y obtener
las 6 u 8 matrices PN × PN Ni(s̄k) en la Ec. (5.17), respectivamente. El
resto de las ecuaciones de estimación de movimiento podría derivarse de las
ecuaciones de este apartado.

5.3.2. Estimación de los Hiperparámetros

Por último obtendremos las distribuciones para los hiperparámetros α1,
α2, α3 y {βk} para c ∈ {`1, TV }. A partir de las Ecs. (5.8), (5.9) y (5.10)
se obtienen las distribuciones de los hiperparámetros, que son distribuciones
Gamma como las obtenidas en el apartado 4.3.2. Así los hiperparámetros
{βk} resultan definidas por las distribuciones:

q(βk) ∝ β
N
2
−1+a0

βk
k exp

−βk
b0βk +

Eqc(x)

[
‖yk −Bk(sk)x‖2

]
2

 (5.39)

y el hiperparámetro α1 por la distribución
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q(α1) ∝ α
PN
2
−1+aoα1

1 exp

−α1

b0α1
+

Eqc(x)

[
‖Cx‖2

]
2

 . (5.40)

En el caso en que c = `1 las distribuciones de los hiperparámetros αh2 y
αv2 serían

q(αh2) ∝ (αh2)
PN
4
−1+a0

αh2 exp

[
−αh2

(
b0
αh2

+
PN∑
i=1

√
wh2i

)]
, (5.41)

y

q(αv2) ∝ (αv2)
PN
4
−1+a0

αv2 exp

[
−αv2

(
b0αv2 +

PN∑
i=1

√
wv2i

)]
. (5.42)

Y en el caso en que c = TV la distribución para el hiperparámetros α3

resulta ser

q(α3) ∝ (α3)
PN
2
−1+a0

α3 exp

[
−α3

(
b0α3

+
PN∑
i=1

√
w3i

)]
. (5.43)

Por tanto, las estimaciones de los hiperparámetros serán de la forma:

<βk> =
N
2 + a0

βk

1
2

(∥∥yk −Bk(sk)Eqc(x)[x]
∥∥2 + traza(covqc(x)[x]Bt

k(sk)Bk(sk))
)

+ b0βk

,

(5.44)

<α1> =
PN + 2a0

α1∥∥CEqc(x)[x]
∥∥2 + traza

(
covqc(x)[x]CtC

)
+ 2b0α1

. (5.45)

Cuando c = `1

<αh2> =
PN

4 + a0
αh2∑PN

i=1

√
wh2i + b0

αh2

, (5.46)

y

<αv2> =
PN

4 + a0
αv2∑PN

i=1

√
wv2i + b0αv2

, (5.47)
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y para c = TV

<α3> =
PN

2 + a0
α3∑PN

i=1

√
w3i + b0

αh3

. (5.48)

5.3.3. Método de Superresolución con Estimación de Movi-
miento

El procedimiento de estimación de la imagen de AR junto al movimiento
y los hiperparámetros descrita en las secciones anteriores se resume en el
algoritmo 5.1, para la mezcla del modelo SAR con el modelo `1, y en el
algoritmo 5.2 en el caso que se mezclen el modelo SAR con el modelo TV.

Algoritmo 5.1 SR y estimación de movimiento usando la combinación de
modelos SAR y `1.
Entrada: Valores iniciales para la imagen de AR, para los parámetros del

movimiento y para los hiperparámetros.
1: mientras no se alcance el criterio de convergencia hacer
2: Estimar la distribución de la imagen de AR mediante la Ec. (5.11).
3: Calcular los vectores de adaptabilidad wh y wv usando las Ecs. (5.30)

y (5.31).
4: Estimar los parámetros de movimiento mediante la Ec. (5.36)
5: Estimar la distribuciones de los hiperparámetros α1, {βk} y α2 usando

las Ecs. (5.45), (5.44), (5.46),(5.47).
6: fin mientras

Algoritmo 5.2 SR y estimación de movimiento usando la combinación de
modelos SAR y TV
Entrada: Valores iniciales para la imagen de AR, para los parámetros del

movimiento y para los hiperparámetros.
1: mientras no se alcance el criterio de convergencia hacer
2: Estimar la distribución de la imagen de AR mediante la Ec. (5.12)
3: Calcular el vector de adaptabilidad w usando la Ec. (5.32).
4: Estimar los parámetros de movimiento mediante la Ec. (5.36)
5: Estimar la distribuciones de los hiperparámetros α1, {βk} y α3 usando

las Ecs. (5.45), (5.44) y (5.48).
6: fin mientras
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5.4. Experimentos

En esta sección analizaremos la calidad de la imagen de AR y la preci-
sión del registrado obtenidos con los algoritmos de SR propuestos 5.1 y 5.2.
Para ello, realizaremos dos tipos de experimentos. En el primer experimen-
to utilizaremos las secuencias de 5 observaciones simuladas y utilizadas en
el apartado 4.4 del capítulo anterior, y en el otro experimento utilizaremos
observaciones reales obtenidas en Farsiu (2004) y secuencias de imágenes
obtenidas por nosotros con una cámara Canon Ixus700.

En el experimento de 5 observaciones simularemos el registrado inexacto
inicial de los métodos de SR con estimación de movimiento como son los
algoritmos 5.1 y 5.2, añadiendo ruido Gaussiano a los valores medios de los
parámetros de movimiento. En concreto, añadiremos ruido Gaussiano con
desviación típica de 1 a los valores medios de los parámetros de desplaza-
mientos horizontal y vertical y los valores de los ángulos de rotación los ob-
tendremos muestreando una distribución uniforme en el intervalo [−2o, 2o].
Además se comparan las imágenes de AR estimadas con el método de in-
terpolación bilineal (BBC), el método robusto (ZMT), Zomet et al. (2001)
basado en un algoritmo Back-Proyection con valor 3 para la mediana de fil-
trado, el método de SR robusto (RSR) propuesto en Farsiu et al. (Oct. 2004),
el método de SR variacional (TV) en Babacan et al. (2011) basado en el mo-
delo a priori TV, el algoritmo de SR basado en 3.1 (SARREG), en donde se
ha incluido la estimación del movimiento de forma análoga a como se define
en Ec. (5.36), el algoritmo de SR 3.2 (`1) propuesto en Villena et al. (2009a)
con estimación de movimiento, el algoritmo de SR 5.1 con c = `1 propuesto
en Villena et al. (2010b) basado en la combinación de modelos a priori SAR
y la norma `1 y denotado como(`1-SAR) y por último el algoritmo de SR
5.2 con c = TV basado en Villena et al. (2010a) denotado por (TV-SAR)
que combina los modelos a priori SAR y TV. Los valores de los parámetros
de mezca λ2 en el algoritmo 5.1, y λ3 en el algoritmo 5.2 se han obtenido ex-
perimentalmente, probando valores desde 0 hasta 1 en incrementos de 0, 05.
Obsérvese que los algoritmos 5.1 y 5.2 coinciden con el método de SR de los
algoritmos utilizados en `1 y el TV cuando λ2 = 1 y λ3 = 1 respectivamente.
Igualmente, cuando λ2 = 0 o λ3 = 0, coinciden con el algoritmo SARREG.

Como en los capítulos anteriores utilizaremos el PSNR definido en la
Ec. (3.63) para comparar la calidad de las imágenes estimadas. En todos los
casos utilizaremos el mismo criterio de parada que en el capítulo anterior,
Ec. (3.64).

Debemos prestar especial atención al paso 4 de los algoritmos 5.1 y 5.2
que es un proceso iterativo de estimación del movimiento basado en las Ecs.
(5.35), (5.36) y (5.37). En todos los experimentos este proceso iterativo
se ha limitado a 35 iteraciones como máximo y se ha utilizado el siguiente
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criterio de parada∥∥∥yk −AHkC(sj+1
k )x̂

∥∥∥2
>
∥∥∥yk −AHkC(sjk)x̂

∥∥∥2
, (5.49)

donde sjk y sj+1
k representan los parámetros de movimiento estimados en la

iteración anterior y presente respectivamente.
Por razones de eficiencia y debido a la gran cantidad de ejecuciones re-

queridas en cada de experimento, hemos aplicado la aproximación de Jacobi
para la estimación de los hiperparámetros en todos los casos.

Para valorar la calidad de los parámetros de movimiento estimados me-
diante los distintos métodos nos fijaremos en el valor absoluto de la diferencia
entre el valor verdadero y el estimado para cada parámetro de movimiento.

En las tablas 5.1, 5.2, 5.3 y 5.4 se muestran los valores medios del
PSNR de las imágenes de AR obtenidas en este experimento. Como en el
capítulo anterior, para facilitar su examen se han rotulado en color verde
los resultados de la combinación de modelos cuando sean mejores que los
modelos por separado, y en rojo cuando, además, el resultado sea el mejor
de todos. Por el contrario, cuando el mejor resultado haya sido obtenido
utilizando un único modelo a priori lo rotulamos en color azul. Podemos
observar cómo las reconstrucciones de la imagen de AR obtenidas con los
métodos propuestos se comportan, en general, mejor que el resto.

Para estudiar la calidad del registrado en el experimento con 5 observacio-
nes, compararemos los resultados de registrado obtenidos por los algoritmos
propuestos en esta memoria con los métodos de registrado de Lucas-Kanade
Lucas y Kanade (1981), Baker y Matthews (2004), que notaremos como (LU)
y el método de Vandewalle propuesto en Vandewalle et al. (2007), usando el
software desarrollado por los autores, que notaremos como (VAN). Estos dos
últimos métodos han sido aplicados sobre la serie de observaciones previa-
mente interpoladas bilinealmente a imágenes en AR. Para medir la precisión
del registrado utilizaremos el error de registrado obtenido por |sk− < sk > |,
donde < sk > representa el vector de movimiento estimado.

En la figura 5.1 se muestran las medias de los errores de registrado
de todas las observaciones de la imagen 3.2(h) para los métodos VAN,
LU, `1, TV-SAR y `1-SAR. Como se puede apreciar en este gráfico, y en
general, los errores de registrado obtenidos con el método de Vandewalle
resulta sensiblemente superiores al resto de métodos comparados. Los errores
de registrado dependen de las características de la imagen. Así por ejemplo,
y como puede observarse en la figura 5.2, en el caso de la imagen 3.2(b)
los errores de registrado con el método LU son del orden de los del método
VAN, aunque mejores, y ambos sensiblemente mayores que los de los métodos
propuestos en esta memoria.

Por claridad en el resto de las gráficas no se representan los resultados
obtenidos por el método VAN. Así por ejemplo, en las figuras 5.3 y 5.4
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se muestran los errores de registrado para las imágenes 3.2(c) y 3.2(f)
respectivamente.

En base a los resultados obtenidos, se puede decir que los métodos de
registrado propuestos en esta memoria se comportan en general mejor que el
resto de los métodos, especialmente para niveles bajos de ruido y como vere-
mos a continuación, cuando el nivel de ruido es alto los errores del registrado
de nuestro algoritmo no afecta a la calidad de la imagen de AR obtenida por
nuestros algoritmo.

Un aspecto interesante a estudiar sería como influye la calidad de nuestro
registrado en la calidad de las imágenes de AR obtenidas a partir de nues-
tros métodos de SR. Para ello, en la figura 5.5 se compara la calidad de las
reconstrucciones de la imagen 3.2(h), obtenidas mediante los distintos méto-
dos, utilizando, por un lado, la información exacta de los movimientos, y por
otro, la obtenida mediante el método de estimación del movimiento. En la
figura 5.6 se muestran las diferencias entre la calidad de las reconstrucciones
obtenidas de una y de otra forma.

Los resultados obtenidos en el experimento simulado con 5 observaciones
nos indican que el método propuesto es muy preciso.

En las figuras 5.7 y 5.8 se muestran la reconstrucciones de imágenes de
AR para los distintos métodos a partir de la secuencia de 5 observaciones
correspondientes a la imagen original 3.2(c) y las diferencias absolutas entre
las imágenes de AR estimadas y la original 3.2(c) representada en escala de
color con el mismo criterio utilizado en los capítulos anteriores. También en
las figuras 5.9 y 5.10 se muestran la variación de la calidad de la imagen
de AR obtenida mediante combinación de modelos para los distintos valor
del parámetro de mezcla y los errores de la estimación de los parámetros del
movimiento, respectivamente. Observe como en la figura 5.10 no aparecen
los resultados del registrado para la primera imagen tomada como imagen de
referencia. De modo similar, las figuras 5.11, 5.12, 5.13, 5.14 y 5.15, 5.16,
5.17, 5.18 muestran las reconstrucciones de AR, las diferencias absolutas
entre las imágenes de AR estimadas y la imagen original, la variación de
la calidad de la reconstrucción con respecto los parámetros de mezcla y la
calidad del registrado para las imágenes 3.2(e) y 3.2(h), respectivamente.

Para el experimento con observaciones reales usaremos imágenes reales
obtenidas en Farsiu (2004) y las observaciones obtenidas por nosotros. En
particular, tomaremos por un lado las 20 primeras observaciones de la se-
cuencia llamada text, las 20 observaciones de la secuencia denominada adyo-
ron_rotation y por otro, las 19 observaciones capturadas por nosostros. Se
han aplicado, a las tres secuencias, los siguientes métodos de SR: interpola-
ción bilineal (BBC), el método robusto (ZMT), Zomet et al. (2001) basado
en un algoritmo Back-Proyection con valor 3 para la mediana de filtrado,
el método de SR robusto (RSR) propuesto en Farsiu et al. (Oct. 2004), el
algoritmo de SR 3.2 (`1) propuesto en Villena et al. (2009a) con estimación
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Tabla 5.1: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 10db y 20db
(imágenes 3.2(a) a 3.2(d)).

Imagen x Algoritmo SNR 10db SNR 15db SNR 20db
a BBC 23.02 ± 4.2e-03 23.04 ± 9.3e-04 23.04 ± 7.8e-04

RSR 24.68 ± 3.6e-01 24.88 ± 3.7e-01 24.47 ± 2.6e-01
ZMT 23.79 ± 3.8e-01 24.06 ± 1.0e+00 24.63 ± 3.4e-01

SARREG 29.65 ± 1.7e-02 33.38 ± 5.9e-02 37.38 ± 2.4e-02
TV 32.61 ± 4.7e-02 36.41 ± 8.3e-02 40.02 ± 1.0e-01
`1 33.72 ± 1.3e-01 37.32 ± 7.2e-02 41.54 ± 6.9e-02

TV-SAR 32.78 ± 3.4e-02 36.59 ± 6.8e-02 40.28 ± 7.8e-02
λ= 0.95 λ= 0.95 λ= 0.85

`1-SAR 33.72 ± 1.3e-01 37.32 ± 7.2e-02 41.60 ± 7.2e-02
λ= 1.00 λ= 1.00 λ= 0.95

b BBC 16.37 ± 4.3e-03 16.38 ± 1.2e-03 16.38 ± 3.1e-04
RSR 17.73 ± 6.7e-01 18.07 ± 7.1e-01 17.06 ± 6.1e-01
ZMT 17.62 ± 7.9e-01 17.30 ± 8.9e-01 16.95 ± 5.2e-01

SARREG 26.37 ± 1.7e-02 29.97 ± 1.7e-02 34.75 ± 5.1e-02
TV 29.09 ± 1.3e-01 33.23 ± 6.7e-02 37.64 ± 2.1e-01
`1 29.30 ± 7.7e-02 33.71 ± 1.2e-01 38.55 ± 1.3e-01

TV-SAR 29.90 ± 1.1e-01 34.11 ± 8.4e-03 38.42 ± 2.2e-02
λ= 0.80 λ= 0.85 λ= 0.85

`1-SAR 29.54 ± 8.1e-02 34.01 ± 7.7e-02 38.75 ± 8.6e-02
λ= 0.95 λ= 0.90 λ= 0.85

c BBC 24.72 ± 2.9e-03 24.74 ± 3.1e-03 24.74 ± 8.3e-04
RSR 26.48 ± 6.1e-01 26.78 ± 6.4e-01 25.52 ± 6.1e-01
ZMT 26.13 ± 6.4e-01 26.16 ± 1.0e+00 25.16 ± 2.7e-01

SARREG 32.39 ± 4.2e-02 34.66 ± 9.4e-03 38.96 ± 2.8e-02
TV 33.31 ± 2.6e-02 35.87 ± 8.5e-02 39.44 ± 4.5e-02
`1 33.77 ± 6.3e-02 35.92 ± 2.8e-02 39.51 ± 1.6e-02

TV-SAR 34.20 ± 8.7e-02 37.02 ± 1.2e-01 40.50 ± 3.0e-02
λ= 0.85 λ= 0.85 λ= 0.75

`1-SAR 34.01 ± 9.0e-02 36.87 ± 2.6e-02 40.57 ± 2.0e-02
λ= 0.90 λ= 0.85 λ= 0.75

d BBC 16.44 ± 2.4e-03 16.45 ± 1.2e-03 16.45 ± 6.0e-05
RSR 17.90 ± 7.5e-02 17.39 ± 6.7e-01 17.40 ± 8.1e-01
ZMT 17.07 ± 3.6e-01 16.59 ± 8.7e-02 17.19 ± 8.6e-01

SARREG 24.90 ± 3.3e-02 27.21 ± 3.1e-02 33.44 ± 1.1e-01
TV 29.26 ± 8.5e-02 34.61 ± 1.8e-01 40.21 ± 1.3e-01
`1 30.39 ± 7.2e-02 36.18 ± 9.0e-02 42.08 ± 8.1e-02

TV-SAR 29.26 ± 8.5e-02 34.67 ± 1.1e-01 40.21 ± 1.3e-01
λ= 1.00 λ= 0.95 λ= 1.00

`1-SAR 30.39 ± 7.2e-02 36.18 ± 9.0e-02 42.08 ± 8.1e-02
λ= 1.00 λ= 1.00 λ= 1.00
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Tabla 5.2: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 10db y 20db
(imágenes 3.2(e) a 3.2(h)).

Imagen x Algoritmo SNR 10db SNR 15db SNR 20db
e BBC 25.33 ± 2.8e-03 25.33 ± 2.9e-04 25.33 ± 3.4e-05

RSR 26.07 ± 2.7e-01 26.09 ± 2.2e-01 25.89 ± 1.7e-01
ZMT 25.50 ± 1.8e-02 25.81 ± 3.1e-01 25.64 ± 7.0e-02

SARREG 31.90 ± 5.2e-02 36.13 ± 1.2e-02 40.36 ± 1.5e-01
TV 33.67 ± 3.7e-02 37.10 ± 4.2e-02 41.26 ± 1.4e-01
`1 33.51 ± 2.2e-02 36.78 ± 3.5e-02 40.96 ± 7.8e-02

TV-SAR 33.91 ± 3.3e-02 37.37 ± 2.6e-02 41.44 ± 1.3e-01
λ= 0.90 λ= 0.85 λ= 0.85

`1-SAR 33.85 ± 1.7e-02 37.29 ± 1.7e-02 41.36 ± 9.5e-02
λ= 0.90 λ= 0.80 λ= 0.80

f BBC 24.44 ± 5.9e-04 24.45 ± 1.2e-04 24.45 ± 3.1e-04
RSR 26.38 ± 3.5e-01 25.20 ± 4.2e-01 25.93 ± 1.0e+00
ZMT 25.14 ± 5.6e-01 24.97 ± 2.8e-01 24.96 ± 4.1e-01

SARREG 31.57 ± 3.5e-02 33.14 ± 8.4e-03 33.34 ± 2.5e-03
TV 33.80 ± 1.4e-02 37.21 ± 6.8e-02 41.56 ± 3.5e-02
`1 32.48 ± 4.2e-02 37.15 ± 9.6e-02 41.60 ± 4.3e-02

TV-SAR 34.24 ± 2.0e-02 37.82 ± 4.0e-02 42.26 ± 1.6e-02
λ= 0.90 λ= 0.75 λ= 0.55

`1-SAR 32.78 ± 4.1e-02 37.80 ± 5.0e-02 42.30 ± 2.0e-02
λ= 0.90 λ= 0.75 λ= 0.50

g BBC 24.52 ± 1.9e-03 24.55 ± 2.1e-03 24.56 ± 5.2e-04
RSR 25.62 ± 7.0e-01 26.19 ± 4.2e-01 26.57 ± 1.7e-01
ZMT 24.82 ± 2.7e-01 25.30 ± 5.0e-01 26.10 ± 9.0e-01

SARREG 32.69 ± 2.9e-02 35.33 ± 1.3e-02 40.30 ± 1.4e-02
TV 33.45 ± 4.4e-02 37.01 ± 1.1e-01 40.65 ± 6.7e-02
`1 34.07 ± 5.9e-02 37.77 ± 9.1e-02 41.14 ± 6.9e-02

TV-SAR 34.13 ± 4.5e-02 37.73 ± 7.3e-02 41.64 ± 4.0e-02
λ= 0.85 λ= 0.85 λ= 0.60

`1-SAR 34.16 ± 6.4e-02 38.02 ± 8.2e-02 41.90 ± 5.2e-02
λ= 0.90 λ= 0.95 λ= 0.70

h BBC 25.02 ± 1.0e-02 25.07 ± 3.8e-03 25.08 ± 2.7e-04
RSR 26.02 ± 2.7e-01 26.48 ± 1.4e-01 26.18 ± 5.1e-01
ZMT 25.95 ± 4.3e-01 26.26 ± 2.5e-01 25.42 ± 1.9e-01

SARREG 30.05 ± 2.1e-02 31.17 ± 1.6e-02 35.01 ± 2.3e-02
TV 31.97 ± 2.2e-02 34.89 ± 7.2e-02 38.25 ± 2.8e-02
`1 31.81 ± 3.6e-02 34.94 ± 4.7e-02 38.66 ± 1.7e-02

TV-SAR 31.99 ± 1.5e-02 34.94 ± 5.6e-02 38.35 ± 2.6e-02
λ= 0.95 λ= 0.95 λ= 0.90

`1-SAR 31.81 ± 3.6e-02 34.94 ± 4.7e-02 38.69 ± 2.0e-02
λ= 1.00 λ= 1.00 λ= 0.95
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Tabla 5.3: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 25db y 40db
(imágenes 3.2(a) a 3.2(d)).

Imagen x Algoritmo SNR 25db SNR 30db SNR 40db
a BBC 23.04 ± 2.2e-04 23.04 ± 3.9e-05 23.04 ± 3.6e-06

RSR 24.86 ± 1.3e+00 24.24 ± 8.2e-01 24.02 ± 4.5e-01
ZMT 24.87 ± 1.2e+00 23.94 ± 9.9e-01 23.62 ± 3.0e-01

SARREG 43.15 ± 7.7e-02 48.42 ± 3.0e-02 51.37 ± 1.0e-01
TV 43.69 ± 9.5e-02 48.42 ± 2.7e-02 50.97 ± 7.3e-02
`1 45.39 ± 7.1e-02 50.19 ± 5.0e-02 52.86 ± 8.2e-02

TV-SAR 43.88 ± 9.6e-02 48.69 ± 5.1e-02 51.44 ± 4.1e-02
λ= 0.75 λ= 0.55 λ= 0.00

`1-SAR 45.39 ± 7.1e-02 50.19 ± 5.0e-02 52.89 ± 4.3e-02
λ= 1.00 λ= 1.00 λ= 1.00

b BBC 16.38 ± 1.4e-04 16.38 ± 2.7e-05 16.38 ± 3.0e-06
RSR 17.87 ± 1.8e-01 17.27 ± 3.0e-01 17.88 ± 8.7e-01
ZMT 17.30 ± 6.8e-01 17.18 ± 4.1e-01 17.76 ± 9.4e-01

SARREG 39.57 ± 6.4e-02 43.10 ± 6.3e-01 43.92 ± 1.3e-01
TV 41.42 ± 5.5e-01 44.55 ± 4.2e-01 45.71 ± 9.7e-01
`1 43.15 ± 5.2e-01 45.21 ± 7.2e-01 46.33 ± 2.1e+00

TV-SAR 43.18 ± 1.8e-01 47.23 ± 2.2e-01 48.94 ± 7.7e-02
λ= 0.70 λ= 0.65 λ= 0.45

`1-SAR 43.43 ± 3.7e-01 46.53 ± 5.3e-01 49.06 ± 4.3e-01
λ= 0.80 λ= 0.85 λ= 0.55

c BBC 24.74 ± 3.9e-04 24.74 ± 8.9e-05 24.74 ± 4.9e-06
RSR 25.40 ± 7.9e-01 27.50 ± 4.8e-01 25.89 ± 9.2e-01
ZMT 24.92 ± 2.0e-01 25.51 ± 4.6e-01 24.97 ± 2.3e-01

SARREG 43.59 ± 5.3e-02 48.49 ± 1.3e-01 51.53 ± 5.7e-02
TV 43.22 ± 1.4e-01 47.73 ± 1.6e-01 49.83 ± 9.3e-02
`1 43.40 ± 1.1e-01 47.84 ± 1.3e-01 49.96 ± 5.3e-02

TV-SAR 44.09 ± 9.5e-02 48.54 ± 1.5e-01 51.54 ± 5.8e-02
λ= 0.55 λ= 0.40 λ= 0.00

`1-SAR 44.18 ± 8.2e-02 48.55 ± 1.8e-01 51.54 ± 4.6e-02
λ= 0.55 λ= 0.30 λ= 0.00

d BBC 16.45 ± 1.1e-05 16.45 ± 4.0e-05 16.45 ± 2.4e-06
RSR 17.08 ± 3.4e-01 17.26 ± 4.7e-01 17.68 ± 3.6e-01
ZMT 16.58 ± 1.3e-01 16.63 ± 1.1e-01 16.70 ± 8.2e-02

SARREG 38.42 ± 6.5e-02 43.79 ± 1.7e-01 46.81 ± 7.7e-02
TV 44.33 ± 8.4e-02 46.90 ± 1.7e-01 49.00 ± 1.3e-02
`1 47.96 ± 1.3e-01 53.18 ± 1.5e-01 55.20 ± 9.3e-02

TV-SAR 44.40 ± 1.5e-01 46.90 ± 1.7e-01 49.00 ± 1.3e-02
λ= 0.95 λ= 1.00 λ= 1.00

`1-SAR 47.96 ± 1.3e-01 53.18 ± 1.5e-01 55.20 ± 9.3e-02
λ= 1.00 λ= 1.00 λ= 1.00
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Tabla 5.4: Valores medios de PSNR de las imágenes de AR obtenidas en el
experimento con 5 observaciones para los niveles de ruido entre 25db y 40db
(imágenes 3.2(e) a 3.2(h)).

Imagen x Algoritmo SNR 25db SNR 30db SNR 40db
e BBC 25.33 ± 1.4e-04 25.33 ± 4.7e-05 25.33 ± 1.1e-06

RSR 25.95 ± 1.9e-01 25.72 ± 2.7e-02 25.99 ± 4.3e-01
ZMT 25.74 ± 1.3e-01 25.54 ± 7.8e-02 25.61 ± 3.4e-02

SARREG 44.62 ± 2.0e-01 46.14 ± 1.8e-02 46.58 ± 1.1e-01
TV 44.85 ± 7.9e-02 45.90 ± 6.3e-02 46.09 ± 3.8e-02
`1 44.77 ± 6.0e-02 45.94 ± 3.9e-02 46.07 ± 4.6e-02

TV-SAR 45.17 ± 1.7e-01 46.29 ± 6.2e-02 46.62 ± 1.3e-01
λ= 0.95 λ= 0.05 λ= 0.00

`1-SAR 44.98 ± 7.6e-02 46.24 ± 5.8e-02 46.58 ± 1.1e-01
λ= 0.80 λ= 0.10 λ= 0.00

f BBC 24.45 ± 7.5e-05 24.45 ± 1.4e-05 24.45 ± 7.8e-07
RSR 25.86 ± 6.5e-01 25.49 ± 7.4e-01 26.03 ± 4.0e-01
ZMT 25.31 ± 6.6e-01 24.78 ± 2.6e-01 25.54 ± 4.0e-01

SARREG 33.36 ± 1.6e-03 33.36 ± 3.2e-03 33.36 ± 1.7e-03
TV 46.57 ± 9.5e-02 48.67 ± 6.6e-02 48.96 ± 2.5e-02
`1 46.31 ± 1.1e-01 48.02 ± 5.4e-02 48.22 ± 7.8e-02

TV-SAR 47.38 ± 1.4e-01 49.99 ± 9.4e-02 50.40 ± 1.7e-02
λ= 0.50 λ= 0.40 λ= 0.45

`1-SAR 47.29 ± 1.4e-01 49.68 ± 7.8e-02 50.03 ± 5.7e-02
λ= 0.50 λ= 0.60 λ= 0.55

g BBC 24.55 ± 9.4e-05 24.55 ± 2.7e-05 24.55 ± 5.3e-06
RSR 26.76 ± 9.8e-02 25.43 ± 1.0e+00 26.33 ± 1.2e+00
ZMT 25.66 ± 1.0e+00 24.72 ± 2.2e-01 24.90 ± 1.4e-01

SARREG 45.58 ± 1.4e-02 49.30 ± 5.2e-02 51.16 ± 3.5e-02
TV 43.31 ± 1.3e-01 46.99 ± 1.6e-02 48.83 ± 5.0e-02
`1 44.14 ± 5.1e-03 47.54 ± 1.6e-02 49.26 ± 7.7e-02

TV-SAR 45.64 ± 1.4e-02 49.32 ± 5.9e-02 51.16 ± 3.5e-02
λ= 0.25 λ= 0.05 λ= 0.00

`1-SAR 45.80 ± 2.2e-02 49.32 ± 5.9e-02 51.18 ± 1.1e-02
λ= 0.45 λ= 0.05 λ= 0.05

h BBC 25.08 ± 3.7e-04 25.08 ± 1.2e-04 25.08 ± 1.6e-06
RSR 25.30 ± 3.2e-01 25.67 ± 3.1e-01 26.07 ± 2.1e-01
ZMT 25.21 ± 9.7e-02 25.36 ± 2.6e-01 25.30 ± 5.1e-02

SARREG 40.27 ± 1.1e-02 46.08 ± 8.4e-02 52.63 ± 1.4e-01
TV 41.92 ± 1.2e-01 46.88 ± 2.0e-01 52.76 ± 4.6e-04
`1 42.48 ± 1.1e-01 47.47 ± 2.1e-01 53.48 ± 1.0e-01

TV-SAR 42.07 ± 9.5e-02 46.91 ± 1.8e-01 53.11 ± 1.2e-01
λ= 0.85 λ= 0.95 λ= 0.55

`1-SAR 42.55 ± 8.4e-02 47.48 ± 1.9e-01 53.65 ± 1.2e-01
λ= 0.95 λ= 1.00 λ= 0.90
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de movimiento, el algoritmo de SR 5.1 con c = `1 propuesto en Villena et al.
(2010b) basado en la combinación de modelos a priori SAR y la norma `1
y denotado como(`1-SAR) y por último el algoritmo de SR 5.2 con c = TV
basado en Villena et al. (2010a) denotado por (TV-SAR). Para las recons-
trucciones de las imágenes de AR en el experimento con observaciones reales
se ha aplicado el factor de magnificación

√
P = 4. Igual que en el experimen-

to simulado, hemos aplicado la aproximación de Jacobi en la estimación de
los hiperparámetros.

En las figura 5.19 se muestran las reconstrucciones de AR obtenidas,
mediante los distintos métodos, a partir de las 20 primeras observaciones
reales de la secuencia text. Fijándonos en los signo de admiración que apa-
recen en la imagen se puede apreciar cómo las reconstrucciones obtenidas
mediante los algoritmos propuestos en esta memoria aparecen más nítidas
que el resto de las reconstrucciones. En la figura 5.20 se muestra las imáge-
nes de AR obtenidas a partir de las 20 observaciones reales de la secuencia
adyoron_rotation. Igualmente, se puede observar cómo los ceros que apare-
cen en las cifras en vertical del centro de las imágenes han sido reconstruido
mejor en las imágenes de AR obtenidas mediante los algoritmos de mezcla
propuestos.

Por último en la figura 5.21 se muestran las 19 observaciones de BR ob-
tenidas con una cámara Canon Ixus700 y en la figura 5.22 se muestran sus
correspondientes reconstrucciones obtenidas con los distintos métodos aplica-
dos. De nuevo podemos comprobar como las reconstrucciones obtenidas con
los algoritmos de mezcla propuestos proporcionan mejores reconstrucciones
que los otros métodos.

5.5. Conclusiones

En este capítulo se ha estudiado la estimación conjunta de la imagen
de AR y de los parámetros del movimiento aplicando los métodos de SR
propuestos en los capítulos anteriores. El conjunto de los métodos propuestos
para los distintos modelos a priori, y para las combinaciones de los mismos,
se han resumido en los algoritmos 5.1 y 5.2.

La calidad de las imágenes de AR obtenidas mediante los métodos pro-
puestos en esta memoria es, por lo general, mayor que las de las imágenes
obtenidas aplicando el resto de métodos citados. La precisión del registrado
mediante los métodos propuestos se ha comparado también favorablemente
con la de los métodos de Vandewalle y de Lucas y Kanade.

En los experimentos realizados sobre imágenes reales, los métodos pro-
puestos dan también mejores resultados que el resto de los métodos.
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Figura 5.1: Media de los errores absolutos en el registrado de la imagen mos-
trada en 3.2(h) para distintos niveles de ruido: (a) desplazamiento horizontal,
(b) desplazamiento vertical y (c) ángulo de rotación.
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Figura 5.2: Media de los errores absolutos en el registrado de la imagen mos-
trada en 3.2(b) para distintos niveles de ruido: (a) desplazamiento horizontal
y (b) desplazamiento vertical.
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Figura 5.3: Media de los errores absolutos en el registrado de la imagen mos-
trada en 3.2(c) para distintos niveles de ruido: (a) desplazamiento horizontal,
(b) desplazamiento vertical y (c) ángulo de rotación.
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Figura 5.4: Media de los errores absolutos en el registrado de la imagen mos-
trada en 3.2(f) para distintos niveles de ruido: (a) desplazamiento horizontal,
(b) desplazamiento vertical y (c) ángulo de rotación.



5.5. Conclusiones 119

10 12 14 16 18 20 22 24 26 28 30
25

30

35

40

45

50

Nivel de ruido Gaussiano SNR

P
S

N
R

 

 
BBC
RSR
ZMT
TV
TV−SAR
SARREG
L1
L1−SAR

(a)

10 12 14 16 18 20 22 24 26 28 30
25

30

35

40

45

50

Nivel de ruido Gaussiano SNR

P
S

N
R

 

 
BBC
RSR
ZMT
TV
TV−SAR
SARREG
L1
L1−SAR

(b)

Figura 5.5: Muestra la calidad de la imagen 3.2(h) reconstruida por los
distintos métodos. (a) cuando es conocido el movimiento exacto y (b) cuando
éste ha sido estimado.
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Figura 5.6: Muestra la diferencia entre los valores de PSNR de la figura
5.5(a) y los de la figura 5.5(b).
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Figura 5.7: Reconstrucciones de la imagen 3.2(c) de AR obtenidas en el
experimento con 5 obsevaciones a partir de las observaciones con nivel de
ruido de 20db. (a) BBC con PSNR = 24,74, (b) RSR con PSNR = 26,33,
(c) ZMT con PSNR = 25,23, (d) SARREG con PSNR = 39,00, (e) TV
con PSNR = 39,46, (f) `1 con PSNR = 39,52, (g) TV-SAR con λ3 = 0,75
y PNSR = 40,54 y (h) `1-SAR con λ2 = 0,75 y PSNR = 40,59.
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Figura 5.8: Muestra |x̂ − xtrue| para las imágenes de AR 3.2(c) estimadas
x̂ en el experimento con 5 obsevaciones con nivel de ruido de 20db en las
observaciones. (a) BBC, (b) RSR, (c) ZMT, (d) SARREG, (e) TV, (f) `1,
(g) TV-SAR y (h) `1-SAR.
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(a)

(b)

Figura 5.9: PSNR de las reconstrucciones en función de (a) λ2 y (b) λ3 en
el experimento con 5 obsevaciones para la imagen 3.2(c) con 20db de ruido.
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Figura 5.10: Errores de registrado de las imágenes de una de las series ge-
neradas, en el experimento con 5 obsevaciones con 20 dB, para la imagen
3.2(c): (a) error del angulo, (b) Error en desplazamiento horizontal y (c)
error del desplazamiento vertical.
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Figura 5.11: Reconstrucciones de la imagen 3.2(e) de AR obtenidas en el
experimento con 5 obsevaciones a partir de las observaciones con nivel de
ruido de 15db. (a) BBC con PSNR = 25,33, (b) RSR con PSNR = 26,25,
(c) ZMT con PSNR = 26,24, (d) SARREG con PSNR = 36,12, (e) TV
con PSNR = 37,12, (f) `1 con PSNR = 36,77, (g) TV-SAR con λ3 = 0,85
y PNSR = 37,37 y (h) `1-SAR con λ2 = 0,80 y PSNR = 37,28.
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Figura 5.12: Muestra |x̂− xtrue| para las imágenes de AR 3.2(e) estimadas
x̂ en el experimento con 5 obsevaciones con nivel de ruido de 15db en las
observaciones. (a) BBC, (b) RSR, (c) ZMT, (d) SARREG, (e) TV, (f) `1,
(g) TV-SAR y (h) `1-SAR.
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(a)

(b)

Figura 5.13: PSNR de las reconstrucciones en función de (a) λ2 y (b) λ3 en
el experimento con 5 obsevaciones para la imagen 3.2(e) con 15db de ruido.
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Figura 5.14: Errores de registrado de las imágenes de una de las series ge-
neradas, en el experimento con 5 obsevaciones con 15 dB, para la imagen
3.2(e): (a) error del angulo, (b) Error en desplazamiento horizontal y (c)
error del desplazamiento vertical.
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Figura 5.15: Reconstrucciones de la imagen 3.2(h) de AR obtenidas en el
experimento con 5 obsevaciones a partir de las observaciones con nivel de
ruido de 25db. (a) BBC con PSNR = 25,08, (b) RSR con PSNR = 24,92,
(c) ZMT con PSNR = 25,08, (d) SARREG con PSNR = 40,27, (e) TV
con PSNR = 41,92, (f) `1 con PSNR = 42,49, (g) TV-SAR con λ3 = 0,85
y PNSR = 42,05 y (h) `1-SAR con λ2 = 0,95 y PSNR = 42,54.
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Figura 5.16: Muestra |x̂− xtrue| para las imágenes de AR 3.2(h) estimadas
x̂ en el experimento con 5 obsevaciones con nivel de ruido de 25db en las
observaciones. (a) BBC, (b) RSR, (c) ZMT, (d) SARREG, (e) TV, (f) `1,
(g) TV-SAR y (h) `1-SAR.
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(a)

(b)

Figura 5.17: PSNR de las reconstrucciones en función de (a) λ2 y (b) λ3 en
el experimento con 5 obsevaciones para la imagen 3.2(h) con 25db de ruido.
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Figura 5.18: Errores de registrado de las imágenes de una de las series ge-
neradas, en el experimento con 5 obsevaciones con 25 dB, para la imagen
3.2(h): (a) error del angulo, (b) Error en desplazamiento horizontal y (c)
error del desplazamiento vertical.
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Figura 5.19: Reconstrucciones de imágenes de AR obtenidas en el experimen-
to (B) a partir de 20 imágenes reales de la secuencia text con los métodos:
(a) BBC, (b) RSR, (c) ZMT, (d) `1 , (e) TV-SAR con λ3 = 0,6 y (f) `1-SAR
con λ2 = 0,6.
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Figura 5.20: Reconstrucciones de imágenes de AR obtenidas en el experi-
mento (B) a partir de 20 imágenes reales de la secuencia adyoron_rotation
con los métodos: (a) BBC, (b) RSR, (c) ZMT, (d) `1 , (e) TV-SAR con
λ3 = 0,6 y (f) `1-SAR con λ2 = 0,8.
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Figura 5.21: Muestra la secuencia de 19 observaciones de BR obtenidas con
una cámara Canon Ixus700.
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Figura 5.22: Reconstrucciones de imágenes de AR obtenidas a partir de 19
observaciones reales capturadas con una cámara Canon Ixus700 (ver figura
5.21) y usando los métodos: (a) BBC, (b) RSR, (c) ZMT, (d) `1 , (e) TV-SAR
con λ3 = 0,5 y (f) `1-SAR con λ2 = 0,5.



Capítulo 6

Conclusiones y Trabajos
Futuros

6.1. Conclusiones

En esta memoria hemos presentado diversas aportaciones dentro de la
modelización e inferencia Bayesiana del problema de la SR. Se ha prestado
especial atención a los modelos a priori, que, como hemos podido compro-
bar, tienen una capital influencia en la calidad de las imágenes obtenidas.
El problema se aborda con el enfoque variacional, que al trabajar con las
distribuciones de los parámetros, a diferencia del análisis de la evidencia o
empírico que lo hace con sus valores puntuales, es más robusto, y permite
abordar el estudio de modelos a priori más complejos.

En el capítulo 3 se ha presentado un método de SR Bayesiano variacional
que usa un modelo a priori basado en la norma `1 de los gradientes horizontal
y vertical. El estudio experimental revela que este métod permite obtener
imágenes de mayor calidad que los métodos Bayesianos basados en el modelo
a priori TV (recientemente aplicado a SR en Babacan et al. (2011)) o el
modelo a priori SAR, ampliamente utilizado anteriormente.

Obviamente, cuál sea el modelo más adecuado para cada imagen, va a
depender de sus características concretas. En este sentido y con el objeto
de cubrir las diversas características que pueden confluir en cada zona de la
imagen de AR, en el capítulo 4 se han propuesto métodos Bayesianos de SR,
basados en la combinación de diversas distribuciones a posteriori definidas
sobre distintos modelos a priori. En concreto, se proponen dos métodos:
uno que combina los modelos a priori SAR y el basado en la norma `1 de los
gradientes horizontal y vertical, y otro que combina los modelos a priori SAR
y TV. Ambos métodos se han comparado favorablemente con los métodos
que usan un solo modelo a priori.

El método de estimación del movimiento junto con la imagen de AR,
propuesto en el capítulo 5, ha resultado un método muy preciso de registrado
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en AR a partir de imágenes de BR. Los resultados obtenidos han sido más
exactos que los de los métodos de registrado utilizados habitualmente como
paso previo a los métodos de SR de imágenes reales.

Para estimar los hiperparámetros de los modelos de SR propuestos en los
capítulos 3, 4 y 5, es necesario aproximar las matrices de covarianza. Para
ello, en el apéndice A, se ha propuesto un precondicionamiento circulante
que permite aproximar, la mencionada matriz de covarianza en el dominio de
Fourier. Esta aproximación circulante se comporta mejor que otras aproxi-
maciones convencionales como la aproximación FSAI, Kolotilina y Yeremin
(1993), la de Jacobi o la de Lanczos, Lanczos (1950), Lanczos (1952).

En resumen, en esta memoria se aportan nuevos métodos de SR Bayesia-
nos variacionales que utilizan un nuevo modelo a priori basado en la norma
`1 de los gradientes horizontal y vertical, y también combinaciones de mo-
delos, tales como la combinación de modelos a priori SAR y el basado en la
norma `1 y la combinación de los modelos SAR y TV.

6.2. Trabajos Futuros

Las aportaciones de esta tesis permite abordar nuevos problemas me-
diante combinaciones de diferentes modelos a priori, que puedan adaptarse
a las características particulares de las distintas aplicaciones.

El siguiente reto que se nos plantea es la estimación de los coeficientes
de mezcla λ = {λ1, λ2, . . . , λm}. Ya hemos comenzado a trabajar en ese
problema

Por otro lado, los métodos propuestos pueden aplicarse al procesamien-
to de señales de muy diversos tipos, como por ejemplo: a imágenes multi-
modales, a imágenes multi-espectrales, a imágenes médicas, o a imágenes
de radar de apertura sintética (Synthetic aperture radar), etc., siendo es-
tos los campos donde pretendemos aplicar los métodos desarrollados en esta
memoria.



Apéndice A

Métodos de Inversión
Aproximada de Matrices

A.1. Introducción

En los distintos métodos de SR propuestos en esta memoria (ver los
capítulos 3, 4 y 5) la imagen de AR se obtendrá resolviendo una ecuación
lineal del tipo

Ax = b, (A.1)

y los valores de los parámetros, mediante expresiones en las que aparecerán
trazas como

traza(A−1Q) , (A.2)

donde A = cov[x]−1 representa la inversa de la matriz de covarianza de la
distribución a posteriori de x, que será simétrica definida positiva.

La forma explícita de la inversa de la matriz de covarianza cov[x]−1

cambiará de unos modelos a otros, pero en la mayoría de los casos no es
posible obtener cov[x], por su gran tamaño. Esta matriz tendrá un tamaño
PN × PN , donde P > 1 representa el factor de magnificación respecto a la
resolución de las observaciones, y N el número de píxeles de las imágenes
de BR. Para hacernos una idea de la magnitud del problema supongamos
que queremos aplicar un método Bayesiano de SR para obtener una imagen
AR de PN = 250 × 250 píxeles. En este caso, la matriz resultante tendría
3, 9× 109 elementos y ocuparían 15, 6 GBs si sus elementos fuesen reales de
simple precisión.

Cuando existe invarianza bajo traslaciones, como sucede en el problema
de SR formulado en Molina et al. (2003a) y Cortijo et al. (2003), es posible
abordar el problema de la SR en el dominio de la frecuencia y la matriz
de covarianza se obtiene fácilmente, por ser diagonal en ese dominio. Sin
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embargo, en el dominio espacial debe descartarse la obtención directa de la
matriz de covarianza, por la elevada complejidad espacial y temporal que su
cálculo presenta.

Por fortuna, las inversas de la matrices de covarianza resultantes en los
métodos de SR suelen ser ralas (sparse), esto es, con un gran número de ceros.
Esto facilita su manipulación, porque sólo es necesario guardar los elementos
distintos de cero. Sin embargo, el que una matriz sea rala, no garantiza que
su inversa también lo sea.

Por lo general, los métodos iterativos de resolución de sistemas de ecua-
ciones lineales permiten obtener la solución de la Ec. (A.1) sin necesidad
de invertir la matriz del sistema A (véase por ejemplo, Benzi (2002), Saad
(2003) y Chen (2005)). Esto bastaría en el caso que los parámetros sean
conocidos o ajustados experimentalmente, como por ejemplo en los métodos
de SR propuestos en Schultz y Stevenson (1992), Schultz y Stevenson (1994)
y Hardie et al. (1997).

Sin embargo, si se opta por un ajuste automático de los parámetros del
modelo mediante la estimación Bayesiana conjunta de la imagen de AR y
de los parámetros del modelo, ya sea aplicando el análisis de la evidencia, o
una aproximación variacional, como en nuestro caso, ya no basta con resolver
la Ec. (A.1), sino que necesitamos una aproximación para la inversa de la
matriz del sistema A, que nos permita evaluar trazas del tipo de la que
aparece en la Ec. (A.2). Necesitamos pues, métodos aproximados de inversión
de matrices ralas cuya complejidad espacial y temporal sea tratable. Esta
misma necesidad se ha planteado en otros trabajos de SR, como en Nguyen
et al. (1999), Fransens et al. (2007), Babacan et al. (2008a), y en Villena
et al. (2009a),Villena et al. (2010a), Villena et al. (2010c) y Villena et al.
(2010b).

En Chantas et al. (October 2008) se propone aplicar el algoritmo de
Lanczos (basado en proyecciones sobre subespacios de Krylov, ver Barrett
et al. (1994) y Saad (2003) ) al problema de restauración de imágenes. Este
algoritmo permite resolver iterativamente la Ec. (A.1), y el cáculo de la traza
en la Ec. (A.2), sin necesidad de obtener explícitamente la matriz inversa
de A. Pero en nuestros experimentos de SR, hemos podido observar que
el mencionado algoritmo converge peor que el del gradiente conjugado, y
produce peores resultados para la imagen de AR x.

Recientemente, en Zhang et al. (2010), se propone la utilización de patro-
nes de matrices ralas que permiten aumentar el grado de paralelización del
proceso de inversión de las citadas matrices. En este trabajo hemos estudiado
las características de las matrices inversas de covarianza, para distintas imá-
genes, para los distintos modelos propuestos en los Capítulos 3, 4 y 5, y para
distintos ángulos de giro, buscando patrones comunes. Hemos observado que
los patrones de las matrices de covarianza inversa cambian con el ángulo de
rotación. En cualquier caso, no parece fácil ajustar las matrices resultantes
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a los patrones de matrices ralas propuestas en Zhang et al. (2010).

(a)

(b)

Figura A.1: Patrones de la matriz cov[x]−1 para las imágenes de la Figura
A.3, en el método de SR del capítulo 3, aplicado a conjuntos de cinco obser-
vaciones de BR con un factor de escala

√
P = 2, donde (a) corresponde a la

imagen de la Figura A.3(a) y (b) a la de la Figura A.3(b) para ángulos de
giro en el intervalo [−5o, 5o].
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(a)

(b)

Figura A.2: Patrones de la matriz cov[x]−1 para las imágenes de la Figura
A.3, en el método de SR del capítulo 3, aplicado a conjuntos de cinco obser-
vaciones de BR con un factor de escala

√
P = 2, donde (a) corresponde a la

imagen de la Figura (a) corresponde a la imagen de la Figura A.3(a) y (b) a
la Figura A.3(b) para ángulos de giro en el intervalo [−20o, 20o].

A título ilustrativo, en la figura A.1 representamos los patrones de alguna
de las inversas de las matrices de covarianza. Para ello hemos tomado las
imágenes de la figura A.3, y generado series de 5 observaciones simuladas
de BR para un factor de magnificación

√
P = 2 y con ángulos de rotación
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comprendidos en el intervalo [−5◦, 5◦] y también en el [−20◦, 20◦]. Hemos
considerado el modelo descrito en los Capítulos 4 y 5, de una combinación
entre el modelo a priori basado en la norma `1 de los gradientes horizontal y
vertical, con un peso λ = 0,85, y el modelo SAR. La figura A.1 muestra los
patrones de las matrices inversas de covarianza resultantes, en una iteración
escogida al azar. En concreto, la figura A.1(a) corresponde a la imagen de
la figura A.3(a), y la figura A.1(b) a la imagen de la figura A.3(b), ambas
para el intervalo de ángulos [−5◦, 5◦]; las figuras A.2(a) y (b) corresponden
al intervalo de ángulos [−20◦, 20◦].

(a) (b)

Figura A.3: Imágenes de AR utilizadas para la generación de la matriz de
covarianza. (a) imagen de 72× 72 y (b) imagen de 24× 24.

A.2. Técnicas de Inversión Aproximada de Matri-
ces Ralas

En esta sección estudiaremos los métodos aproximados de inversión de
matrices analizados en Villena et al. (2009b). En concreto, estudiaremos
los métodos de Jacobi, Factorized Sparse Approximate Inverse (FSAI) y
aproximación circulante.

A.2.1. Método de Jacobi

El método de Jacobi aproxima la matriz de covarianza por la inversa de la
diagonal de la matriz cov[x]−1. Esta aproximación es simple, rápida y eficaz
en el caso en que la matriz cov[x]−1 sean predominantemente diagonal. En
este caso la expresión de la traza sería

traza(cov[x]Q) =
PN∑
i=1

Qi, i
cov[x]−1

i,i

. (A.3)
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A.2.2. Aproximación Circulante

En este caso lo que se propone es una aproximación de la matriz cov[x]−1

semicirculate por bloques, que podremos invertir de forma exacta en el do-
minio de Fourier. En Katsaggelos et al. (1993) y en Abad (2003), puede
encontrarse una descripción detallada de esta aproximación, que se ha apli-
cado al problema de SR de imágenes rotadas en Villena et al. (2009a). En
nuestro caso merece especial atención su utilización en la matriz PN × PN
Ck(sk) de la expresión Ec. (2.2), que aparece en nuestro modelo de degra-
dación y representa el movimiento de la imagen k-ésima de la secuencia de
imágenes de BR con respecto a la imagen de referencia, que aproximaremos
mediante la matriz

Ck(sk)i,1 =
1
PN

PN∑
l=1

Ck(sk)[(l+i−1)mod(PN)],l (A.4)

También debemos tener en cuenta la matriz diagonal PN ×PN W(ud)
que forma parte de la inversa de la matriz de covarianza y cuyos elementos
tienen la forma 1√

udi
, donde udi ∈ R+PN y d ∈ {h, v} aparecen en el modelo

a priori basado en la norma `1 de los gradientes en horizontal y vertical,
estudiados en el Cap.3. Aproximaremos W(ud) por su valor medio.

W(ud) =

 1
PN

PN∑
i=1

1√
udi

 I, (A.5)

De forma similar se obtendrán los correspondientes aproximaciones cir-
culantes en el resto de los casos de esta memoria.

Obsérvese cómo estos términos dependientes espacialmente han sido trans-
formados en circulantes promediando sus valores, lo que justifica porque la
traza de una matriz es como un promedio de su diagonal.

Utilizando estas aproximaciones, podemos aplicar el esquema general des-
crito en Katsaggelos et al. (1993), en Abad (2003), para aproximar la matriz
de covarianza y calcular trazas del tipo de las que aparecen en la Ec. (A.2).

A.2.3. Método Factorized Sparse Approximate Inverse (FSAI)

El método FSAI está basado en la factorización de Cholesky y, por tanto,
es aplicable cuando las matrices sean simétricas definidas positivas, como en
nuestro caso es la matriz A de la Ec. (A.1).

Aplicando la factorización de Cholesky a la matriz A resultaría

A = LLt, (A.6)

donde L es una matriz triangular inferior y

A−1 = (L−1)tL−1, (A.7)
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El objetivo sería obtener la matriz L−1 y de esta forma también la matriz
inversa de A. Pero el problema se presenta cuando la matriz A es de grandes
dimensiones y rala. En estos casos, no podemos garantizar que la matriz L
resultante sea también rala tratable. La matriz L−1 podría llegar a tener casi
todos sus elementos distintos de cero.

Korotina y Yeremin propusieron la utilización de un patrón de dispersión
(conjunto de elementos de la matriz triangular inferior de la matriz A−1 dis-
tintos de cero) para las citadas matrices, y la realización de una factorización
de Cholesky incompleta. En concreto, en Kolotilina y Yeremin (1993), se pro-
pone un algoritmo para aproximar la inversa de la matriz rala A, mediante
la búsqueda de una matriz triangular inferior G, con patrón de dispersión E,
que minimice la expresión ‖I− LG‖F donde ‖.‖F es la norma de Frobenius
(la norma de Frobenius de ‖X‖F =

√
traza(XtX). En Kolotilina y Yeremin

(1993) se propone el algoritmo A.1.

Algoritmo A.1 FSAI
1: Calcular la matriz triangular inferior Ĝ con patrón de dispersión E, tal
que, (ĜA)i,j = Ii,j , ∀(i, j) ∈ E.
2: Calcular D = (diag(Ĝ))−1 y G = D

1
2 Ĝ.

Como es fácil comprobar, la matriz inversa aproximada sería

A−1 ≈ GtG (A.8)

Para comprender mejor el funcionamiento del citado algoritmo propo-
nemos un ejemplo sencillo. Dadas la matriz A y el patrón de dispersión
representado por la matriz triangular inferior E de la forma

A =


5 4 3 2
4 6 0 2
3 0 7 0
2 2 0 9

 ,E =


1 0 0 0
1 1 0 0
1 0 1 0
1 1 0 1

 .
La matriz Ĝ será:

Ĝ =


g1,1 0 0 0
g2,1 g2,2 0 0
g3,1 0 g3,3 0
g4,1 g4,2 0 g4,4

 .
Aplicando (ĜA)i,j = Ii,j ,∀(i, j) ∈ E:

g1,1 0 0 0
g2,1 g2,2 0 0
g3,1 0 g3,3 0
g4,1 g4,2 0 g4,4




5 4 3 2
4 6 0 2
3 0 7 0
2 2 0 9

 =


1 0 0 0
0 1 0 0
0 0 1 0
0 0 0 1

 .
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Obtenemos los elementos de Ĝ resolviendo los sistemas de ecuaciones:

g1,1 = 1;
[

5 4
4 6

] [
g2,1

g2,2

]
=
[

0
1

]
;
[

5 3
3 7

] [
g3,1

g3,3

]
=
[

0
1

]
;

 5 4 2
4 6 2
2 2 9

 g4,1

g4,2

g4,4

 =

 0
0
1

 .
Obtenemos

Ĝ =


0,2 0 0 0

−0,2857 0,3571 0 0
−0,1154 0 0,1923 0
−0,0351 −0,0175 0 0,1228

 .
Calculamos D = (diag(Ĝ))−1 y G = D

1
2 Ĝ, resultando

G =


2,2361 0 0 0

0 1,6733 0 0
0 0 2,2804 0
0 0 0 2,8536




0,2 0 0 0
−0,2857 0,3571 0 0
−0,1154 0 0,1923 0
−0,0351 −0,0175 0 0,1228

 =


0,4472 0 0 0
−0,4781 0,5976 0 0
−0,2631 0 0,485 0
−0,1001 −0,0501 0 0,3504


y

GAGt = GGtA =


1 0 0 0
0 1 −0,6290 0
0 −0,6290 1 −0,1317
0 0 −0,1317 1

 .
Observando GGtA podemos hacernos una idea de la calidad de la esti-

mación de la matriz inversa obtenida mediante el algoritmo FSAI.
Habitualmente, se suele adoptar como patrón de dispersión el mismo que

presenta la matriz A. Esto es, los elementos a uno en el patrón de dispersión
son los elementos distintos de cero en la matriz A.
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(a)

(b)

Figura A.4: Serie de imágenes de AR utilizadas para simular la serie de
imágenes obtenidas mediante SR con tamaños 102 × 102, 72 × 72, 54 × 54,
36× 36 y 24× 24.

A.3. Experimentos

En este apartado se comparan los valores exactos de diversas trazas del
tipo de la que aparece en la Ec. (A.2), con los obtenidos mediante los métodos
aproximados de inversión de matrices de Jacobi, aproximación circulante,
método FSAI con el mismo patrón de dispersión que la matriz cov[x]−1, y
el algoritmo de Lanczos.

Hemos trabajado con distintos tipos de matrices Q, que aparecen en la
Ec. (A.2). En primer lugar hemos considerado el caso Q = Bk(sk)tBk(sk),
con Bk(sk) definido en la Ec. (2.2), como parte del modelo de observación.
Hemos utilizado también las matrices Q = ∆t

h∆h y Q = ∆t
v∆v, corres-

pondientes al modelo a priori `1 descritas en el cap. 3, siendo ∆h y ∆v las
matrices correspondientes a las diferencias de primer orden horizontales y
verticales. Por último hemos tomado la matriz Q = CtC correspondiente al
modelo a priori SAR, descritas en el cap. 3, siendo C la matriz correspon-
diente al operador laplaciano.

Los experimentos se han realizado sobre los conjuntos de imágenes de
cinco tamaños distintos que se muestran en la figura A.4. Estas imágenes
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son pequeñas, con tamaños comprendidos entre 20× 20 y 110× 110 píxeles,
para facilitar el cálculo exacto de las trazas. Se han generado series de 5
observaciones de BR, para el factor de escala

√
P = 2, y de 17 observaciones

para
√
P = 4, con ángulos de rotación en el intervalo [−20◦, 20◦], a las

que se ha añadido ruido blanco Gaussiano con SNR = 10db. En el caso√
P = 4 hemos tomado sólo las imágenes de la figura A.4 con los tres tamaños

mayores, para evitar que las imágenes de BR fuesen demasiado pequeñas.
Como ya hicimos en la sección A.1, en estos experimentos hemos utilizado

las matrices inversas de covarianza cov[x]−1 correspondientes a una iteración
escogida al azar del método de SR propuesto en Villena et al. (2010c) y que
se ha descrito en el Cap. 4, con una combinación del modelo a priori basado
en la norma `1 de los gradientes horizontal y vertical, con un peso λ = 0, 85,
y del modelo SAR con un peso 1− λ.

No hemos apreciado diferencias significativas en las comparaciones rea-
lizadas con respecto a diferentes factores de magnificación, modelo a priori
adoptado, diferentes rangos para el ángulo de rotación entre las observacio-
nes y diferentes tipos de imagen de AR reconstruida. Para no extendernos
en la presentación de todos los resultados obtenidos presentamos sólo los
resultados obtenidos con factor de magnificación 2 y tomando la serie de
imagenes de AR mostrada en la figura A.4(a) y (b).

Las tablas A.1, A.2, A.3, A.4 muestran los valores exactos y aproximados
de las trazas para la serie de imágenes de AR de la figura A.4 (a), cuando el
factor de escala es

√
P = 2 y la tabla A.5 muestra los tiempos de ejecución

en un ordenador con procesador Intel(R) Core(TM) i7CPU 950@ 3.07GH.
La figura A.5 muestra representaciones gráficas de los resultados obtenidos
para la serie de imágenes de AR de la figura A.4 (b). En las figuras A.5 y
A.6 se comparan los valores de las trazas, y en la figura A.7 los tiempos de
ejecución.

En general, hemos de reseñar el buen comportamiento del método FSAI y
circulante propuesto en Villena et al. (2009a), aunque este último muestra un
comportamiento irregular al evaluar la traza requerida para la estimación del
hiperparámetro del modelo a priori SAR. El método de Lanczos, en general,
ofrece los resultados peores, debido a los problemas de redondeo, que son su
principal inconveniente (ver Saad (2003)). El método de Jacobi proporciona
mejores resultados que el de Lanczos y peores que el resto, pero a su favor
tiene la simplicidad, el bajo coste computacional y su regularidad para todas
las trazas.

A.4. Conclusiones

Se han descrito técnicas para la estimación aproximada de los paráme-
tros de los modelos propuestos en los capítulos 3, 4 y 5, basados en
métodos de inversión aproximada de matrices. Se ha realizado un estudio
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Tabla A.1: Valore estimados para traza(cov[x]∆t
h∆h)

Tamaño x 102× 102 72× 72 54× 54 36× 36 24× 24
Exacto 1.2197e-3 1.3576e-3 1.3867e-3 1.4466e-3 1.5943e-3
FSAI 9.8101e-4 1.0730e-3 1.0907e-3 1.1217e-3 1.2061e-3
Circulante 2.1443e-3 2.2527e-3 2.2518e-3 2.2437e-3 2.2712e-3
Jacobi 6.6907e-5 6.7156e-5 6.7423e-5 6.7482e-5 6.6635e-5
Lanczos 1.3291e-7 4.5210e-7 1.2308e-6 5.8735e-6 2.0287e-5

Tabla A.2: Valore estimados para traza(cov[x]∆t
v∆v)

Tamaño x 102× 102 72× 72 54× 54 36× 36 24× 24
Exacto 1.2063e-3 1.3339e-3 1.3542e-3 1.4133e-3 1.5546e-3
FSAI 9.8642e-4 1.0755e-3 1.0861e-3 1.1154e-3 1.1995e-3
Circulante 2.2367e-3 2.2750e-3 2.2553e-3 2.2336e-3 2.2029e-3
Jacobi 6.6907e-5 6.7156e-5 6.7423e-5 6.7482e-5 6.6635e-5
Lanczos 1.3150e-7 4.6011e-7 1.2345e-6 5.4063e-6 1.8618e-5

Tabla A.3: Valore estimados para traza(cov[x]CtC)

Tamaño x 102× 102 72× 72 54× 54 36× 36 24× 24
Exacto 2.0349e+1 1.1387e+1 6.6734e+0 3.1692e+0 1.5983e+0
FSAI 1.8874e+1 1.0414e+1 6.0335e+0 2.8209e+0 1.3824e+0
Circulante 1.3548e+1 7.0463e+0 3.9937e+0 1.8047e+0 8.3560e-1
Jacobi 9.1907e-1 4.5965e-1 2.5958e-1 1.1547e-1 5.0676e-2
Lanczos 1.2857e-3 2.5493e-3 4.0351e-3 9.1183e-3 1.4930e-2

Tabla A.4: Valore estimados para la media de traza(cov[x]Bk(sk)tBk(sk))

Tamaño x 102× 102 72× 72 54× 54 36× 36 24× 24
Exacto 4.679e-3 2.398e-3 1.379e-3 6.334e-4 2.947e-4
FSAI 5.058e-3 2.588e-3 1.482e-3 6.785e-4 3.138e-4
Circulante 1.856e-3 9.968e-4 6.127e-4 3.163e-4 1.696e-4
Jacobi 6.858e-3 3.430e-3 1.932e-3 8.607e-4 3.838e-4
Lanczos 2.393e-5 2.990e-5 3.514e-5 4.758e-5 5.355e-5
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Tabla A.5: Tiempo de CPU consumido

Tamaño x 102× 102 72× 72 54× 54 36× 36 24× 24
Exacto 415.34 82.79 23.12 3.75 0.51
FSAI 7.86 3.18 1.44 1.36 0.46
Circulante 0.36 0.15 0.10 0.06 0.04
Jacobi 0.09 0.07 0.09 0.06 0.03
Lanczos 46.54 23.89 15.79 1.12 0.52

experimental de los valores obtenidos para las trazas que debemos calcular,
utilizando los distintos métodos de inversión aproximada de matrices ralas,
como el de Jacobi, el circulante, el FSAI y el de Lanczos. A la vista de los
resultados experimentales mostrados en la sección anterior, se puede afirmar
que las técnicas de inversión aproximada de matrices FSAI y circulante se
aproximan bastante a los resultados exactos, mientras que los métodos de
Jacobi y de Lanczos, dan peores resultados. En cuanto al coste computacio-
nal, observamos que el método de Jacobi es más eficiente, con difrencia, que
el resto. Le sigue la aproximación circulante, mientras que la aproximación
FSAI y el método de Lanczos se alejan, en este orden, considerablemente.

Esto nos lleva a seleccionar o bien la aproximación circulante por su
precisión y eficiencia computacional como ya se hizo en Villena et al. (2009a),
o la aproximación de Jacobi por su eficiencia computacional y simplicidad,
como se hace por ejemplo en Babacan et al. (2010), Villena et al. (2010a)
Villena et al. (2010c), Villena et al. (2010c) y en Villena et al. (2011).
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Figura A.5: Estimación de las trazas para los posibles valores de Q necesarias
para la reconstrucción de la imagen de AR x usando la combinación de
modelo a priori SAR y la norma `1 del gradiente horizontal y vertical, con
λ = 0,85. (a) para Q = ∆t

h∆h y (b) para Q = ∆t
v∆v.
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Figura A.6: Estimación de las trazas para los valores de Q necesarios para
estimación de los hiperparámetros usando la combinación de modelo a priori
SAR y el modelo basado en la norma `1 con λ = 0,85: (a) para Q = CtC y
(b) para Q = Bk(sk)tBk(sk).
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Figura A.7: Comparación del tiempo de CPU requerido por cada precondi-
cionante para obtener la matriz inversa aproximada de cov[x]−1.





Apéndice B

Software de Superresolución

B.1. Introducción

Parte del esfuerzo invertido en la preparación de esta memoria se ha de-
dicado a la implementación de una aplicación software de SR que recoge
los métodos propuestos, así como, el resto de métodos utilizados en los expe-
rimentos. Este software ha sido codificado en MATLAB R©(versión 7.9.0.529
(R2009b)) y posee una interface de usuario gráfica (GUI de MATLAB) (véase
figura B.1).

El software se ha diseñado para satisfacer a los siguientes requisitos
funcionales:

Permitir la ejecución de los métodos de SR en modo simulado y en
modo real.

Recoger al menos los métodos de SR siguientes:

• Interpolación bilineal.
• Método propuesto en Babacan et al. (2011) basado en el modelo

a priori TV.
• Método descrito en el algoritmo 3.1 y que utiliza el modelo a priori

SAR.
• Método resumido en el algoritmo 3.2, propuesto en Villena et al.

(2009a), con el modelo a priori basado en la norma `1 de los
gradientes horizontal y vertical.
• Método definido por el algoritmo 5.1 con c = `1, propuesto en

Villena et al. (2010b), Villena et al. (2011) y basado en la com-
binación de modelos a priori SAR y la norma `1 y con estimación
de los parámetros de registrado.
• Método recogido por el algoritmo 5.2 con c = TV propuesto en

Villena et al. (2010a), que combina los modelos a priori SAR y
TV y estima los parámetros de registrado.

155
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Poder almacenar los resultados estimados (las imágenes de AR y los
parámetros del registrado).

Poder interrumpir la ejecución de los métodos en cualquier iteración,
pudiéndose salvar los valores estimados hasta ese momento.

La ejecución en modo simulado nos permite comprobar la calidad de la
imágenes de AR estimadas y la precisión de los parámetros del movimiento
estimados con cada método de SR (vease las secciones de experimentos en
los capítulos 3, 4 y 5). En cambio, el modo real nos permite aplicar los
citados métodos de SR a observaciones reales. Este modo de ejecución se ha
utilizado en el experimento con imágenes reales del capítulo 5.

Previo a la ejecución de los métodos de SR y dependiendo del modo de
ejecución elegido, es necesario introducir la información inicial requerida
por los citados métodos. En el caso de optar por el modo simulado, debemos
introducir los datos necesarios para generar la secuencia de imágenes obser-
vadas en base a la Ec. (2.1). Esto es, la imagen original de AR, el número de
observaciones que se desean generar, el emborronamiento, el ruido Gaussiano
aditivo y el factor de submuestreo. Mientras que en el modo real se deben
introducir las observaciones de BR, el emborronamiento supuesto o estimado
previamente y el factor de magnificación deseado.

Una vez que ha sido cumplimentada toda la información inicial, lo que
queda es seleccionar el método de SR y realizar la ejecución. Note que al
seleccionar los métodos propuestos de mezcla de modelos a priori, además,
será necesario introducir, previamente, el valor del factor de mezcla (λ) entre
[0, 1].

La interfaz gráfica de usuario permite navegar de forma intuitiva por
la aplicación y ayuda a cumplimentar toda la información previa necesaria
para cada método de SR disponible. En cada iteración se puede visualizar la
imagen de AR reconstruida y los parámetros del movimiento, si estos fuesen
estimados.

El acceso y navegación de la aplicación a través de la interfaz gráfica
de usuario desarrollada se describe en la sección siguiente.

B.2. Manual de Usuario

En esta sección se describe la interacción entre el usuario y la aplicación.
Para poder ejecutarla será necesario disponer del software: MATLAB R©(versión
7.9.0.529 (R2009b)).

En la interacción con la aplicación se distinguen los pasos siguientes:

1. Inicio de la aplicación.

2. Selección del modo de ejecución (Real o Simulated).



B.2. Manual de Usuario 157

3. Cumplimentado de la información previa inicial.

4. Selección del método de SR a ejecutar.

5. Monitorización de la ejecución y almacenamiento de los resultados.

Pasamos a continuación a describir cada uno de estos pasos.

B.2.1. Inicio

Para iniciar la aplicación se debe situar en el directorio de la aplicación
y ejecutar el programa SuperResolutionv1, entonces aparecerá el interfaz
gráfico de la aplicación, como se muestra en la figura B.1. En la interfaz
aparecen las siguientes áreas de interacción:

1. Mode: permite seleccionar el modo de ejecución: simulado o real.

2. Low Resolution Image: es el área donde se presentan las observa-
ciones simuladas o se cargan y representan las observaciones reales en
modo real.

3. High Resolution Image (Simulated Mode): se utiliza sólo en mo-
do simulado y sirve para cargar y visualizar la imagen de AR a partir
de la cual se generarán las observaciones.

4. LR Genarator: se activa sólo en modo simulado y nos permite cum-
plimentar toda la información requerida para la generación de las ob-
servaciones a partir de la imagen cargada en el área anterior (3).

5. Super Resolution: permite seleccionar el método de SR que se desea
aplicar a las observaciones.

6. High Resolution Image: es el área en donde se representa la imagen
de AR generada por el método seleccionado, actualizada en cada ite-
ración. Esto nos permite observar cómo evoluciona la reconstrucción.

7. Results: en modo simulado nos informa del error de la imagen de AR
reconstruida y los valores de los parámetros del movimiento verdaderos
y estimados si procede. En modo real muestra los parámetros del
movimiento estimados.

En el inicio de la ejecución, sólo se nos permite interaccionar con el área
Mode, debiendo seleccionar alguno de los dos modos de ejecución.
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Figura B.1: Interfaz gráfica de la aplicación. Los nùmeros desde el 1 hasta 7
sobre círculos rojos indican las áreas de interacción de la interfaz.

B.2.2. Modo de ejecución

Situado el cursor sobre el campo MODE se nos permite seleccionar el
modo deseado(ver figura B.2).

El modo por defecto es el modo Real. Teniendo en cuenta el modo se-
leccionado, la interfaz nos habilita los campos requeridos para cumplimentar
toda la información previa necesaria para la ejecución de los métodos de SR
disponibles.

Los modos de ejecución serán descritos en secciones distintas ya que, el
modo seleccionado condiciona la forma de navegar por la aplicación.

B.2.2.1. Modo Simulado

Al seleccionar el modo simulado, se activa el botón Open en el área
High Resolution Image (Simulated Mode) (véase figura B.3).

Cuando se pulsa el botón Open, aparece el gestor de archivos, para
seleccionar la imagen de AR a utilizar como muestra la figura B.4. Por
ejemplo, supongamos que seleccionamos la imagen lenag80.png, aparecerá la
imagen y se activará el área LR Generator (ver figura B.5), desde donde se
podrá cumplimentar la información necesaria para generar las observaciones
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Figura B.2: Apariencia de la Interfaz gráfica cuando se activa el área Mode.

mediante la Ec. (2.1).
Todos los campos tienen un valor por defecto que se puede modificar.

La función de emborronamiento queda definida por el núcleo de convolución
seleccionado, como muestra la figura B.6. Para cada tipo de emborrona-
miento, la aplicación pide los parámetros necesarios para definir el núcleo
de la función de emborronamiento, partiendo de un valor por defecto.

En el caso de seleccionar el núcleo tipo Customized la aplicación abre
una nueva ventana, como se muestra en la figura B.7, en donde se pueden
introducir los valores de cada elemento del núcleo, asi como, las opciones de
salvar el núcleo, o de cargarlo, si antes ha sido introducido y salvado.

Los parámetros de movimiento se pueden definir de tres formas: Warp
(Random), Customized y Example, según queramos generarlos aleato-
riamente, introduciendo los valores del movimiento (ángulo de rotación y
desplazamiento en horizontal y vertical) para cada observación, o usar los
valores de los parámetros de los experimentos de los capítulos 3, 4 y 5,
respectivamente. Ver figura B.8.

Por último, debemos definir la cantidad de ruido Gaussiano. Este se
podrá definir de dos formas: mediante el valor de la varianza, o mediante
el valor de la relación señal ruido (SNR), ambas formas están asociadas a
unos botones autoexcluyentes. Dependiendo del botón activado, el campo
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Figura B.3: Apariencia de la Interfaz gráfica cuando se activa el área Mode
a Simulated. Observe como el botón Open aparece activo.

numérico adyacente recoge el valor de la varianza o el valor de la relación
señal ruido (medido en db) respectivamente. Por defecto se activa el modo
SNR, con valor 30.

Cuando se hayan suministrado todos los datos necesarios para la gene-
ración de las observaciones, se podrá pulsar el botón LR, resultando, por
ejemplo, lo que aparece en la figura B.9. Observe que ahora se han activado
las áreas Low Resolution Image y Super Resolution. En el área Low
Resolution Image se nos permite salvar las observaciones generadas. Si op-
tamos por guardar las observaciones, aparece el gestor de archivos para que
le demos un nombre genérico a las observaciones; por ejemplo, lenag.png y
la aplicación generará los archivos lenag_1.png, lenag_2.png, lenag_3.png,
lenag_4.png y lenag_5.png para cada una de las observaciones generadas.

Ahora podremos aplicar los métodos de SR a las observaciones generadas.
Observe que en modo simulado sólo se activan el campo Reference image
y las subáreas Registered y SR Methods, del área Super Resolution.
El subárea Registered permite elegir entre utilizar los valores verdaderos
de los parámetros del movimiento o estimarlos. Por defecto, se utilizan los
valores verdaderos de los parámetros del movimiento.

El siguiente paso sería seleccionar el método de SR a ejecutar, como
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Figura B.4: Apariencia de la Interfaz gráfica cuando se pulsa el botón Open.

muestra la figura B.10.
En este punto de la ejecución de la aplicación, permanecen activadas las

áreas Low Resolution Image, Mode, High Resolution Image (Simu-
lated Mode), LR Generator y Super Resolution. Esto significa que se
pueden cambiar los valores de cualquiera de los campos en las citadas áreas,
y generar las observaciones de nuevo, ofreciendo la posibilidad de salvar las
observaciones generadas antes.

Para iniciar la ejecución del método de SR seleccionado basta con pulsar
el boton SR, y las áreas High Resolution Image y Results serán acti-
vadas como se muestra en la figura B.11. En cada iteración se muestran la
imagen AR estimada y los indicadores de calidad de la imagen reconstruida.
En cualquier momento, se podrá paralizar la ejecución pulsando el botón
Cancel. Al terminar la ejecución del método, por alcanzar la convergen-
cia o por cancelación, aparecerán los valores verdaderos (y los estimados, si
corresponde) de los parámetros del movimiento (ver figura B.12).

También se ofrece la opción de elegir la reconstrucción de mejor calidad
(la reconstrucción con mayor PSNR y que no necesariamente debe coincidir
con la alcanzada en la última iteración) pulsando el botón Best Results
como muestra la figura B.13, que al ser pulsado de nuevo vuelve a mostrar la
reconstrucción anterior. Ambas reconstrucciones, se pueden salvar pulsando
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Figura B.5: Apariencia de la Interfaz gráfica cuando se ha seleccionado la
imagen de AR de partida.

el botón Save.
Si se opta por salvar la reconstrucción de AR, la aplicación lanza al

administrador de archivos, para indicar el nombre del archivo donde se
almacenará la imagen de AR. También se generará otro archivo con el
mismo nombre pero terminado en_Dat.mat con los valores de los parámetros
estimados en una estructura de datos llamada outopt (ver figura B.14).

Cuando se aplican los métodos de SR basados en combinación de modelos
a priori, como por ejemplo se muestra en la figura B.15, aparece un campo
para indicar el valor del coeficiente de mezcla, entre 0 y 1. Si se indica el
valor 0, valor por defecto, sólo se aplica el modelo a priori SAR.

B.2.2.2. Modo Real

Al seleccionar el modo Real se activa el área Number of Observations
y el botón Open(ver figura B.16).

Al pulsar el botón Open aparece el gestor de archivos, en donde se indi-
cará el nombre del archivo que contiene la observación. Obtenida la primera
observación, se activan, además, los botones Show Images y End. Para
introducir más observaciones basta con volver a pulsar el botón Open y re-
petir la misma operación que antes, permaneciendo el gestor de archivos en
el mismo directorio desde donde se obtuvo la última observación. El proceso
de carga de las observaciones finaliza pulsando el botón End.

Al pulsar el boton End, se activa el área Super Resolution, permi-
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Figura B.6: Selección del nucleo de emborronamiento.

tiendo cambiar el factor de magnificación (por defecto es 2) y el nucleo de
la función de emborronamiento (por defecto es sin emborronamiento) en el
subárea Deconvolution.

Como en el modo simulado, el siguiente paso es seleccionar el método de
SR a ejecutar y pulsar el botón SR. En este modo, las áreas High Resolu-
tion Image y Results aparece como muestra la figura B.17, y al terminar
la ejecución del método se muestran los parámetros del movimiento estima-
dos y se ofrece también la posibilidad de salvar los resultados pulsando el
botón Save, ver figura B.18.

B.3. Archivos Generados en la Ejecución

Además de monotorizar la ejecución de los métodos implementados me-
diante la interface gráfica, en el directorio tempSR se podrán encontrar
archivos tipo log que contienen la información de los parámetros estimados
en cada iteración para cada método ejecutado, como se muestra en la figura
B.19, para la ejecución en modo real mostrada en la figura B.18.
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Figura B.7: Matriz que definir el núcleo de emborronamiento en modo Cus-
tomized.

Figura B.8: Modos de definir los parámetros de movimiento.
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Figura B.9: Generación de las observaciones.

Figura B.10: Métodos de SR disponibles.



166 Apéndice B. Software de Superresolución

Figura B.11: Ejecutando método de SR.

Figura B.12: Ejecuión de método de SR completado.
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Figura B.13: Muestra la reconstrucción mejor.

Figura B.14: Parámetros almacenados en la estructura llamada outopt al
guardar la imagen de AR estimada con el algoritmo 3.2.
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Figura B.15: Valor del coeficiente de mezcla de modelos a priori cuando se
selecciona el método 5.1 o 5.2.

Figura B.16: Modo Real.
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Figura B.17: Ejecución del algoritmo 5.1 en Modo Real con λ = 0, 7.

Figura B.18: Terminación de la ejecución del algoritmo 5.1 en Modo Real
con λ = 0, 7 en la iteración 19.
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Figura B.19: Información en el archivo log generada al ejecutar el algoritmo
5.1 en Modo Real con λ = 0, 7 en la iteración 2.
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–¿Qué te parece desto, Sancho? – Dijo Don Quijote –
Bien podrán los encantadores quitarme la ventura,

pero el esfuerzo y el ánimo, será imposible.

Segunda parte del Ingenioso Caballero
Don Quijote de la Mancha

Miguel de Cervantes

–Buena está – dijo Sancho –; fírmela vuestra merced.
–No es menester firmarla – dijo Don Quijote–,

sino solamente poner mi rúbrica.

Primera parte del Ingenioso Caballero
Don Quijote de la Mancha

Miguel de Cervantes
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