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Resumen

La propagación fake news es cada vez un mayor problema en la sociedad
actual. Cada vez el lector promedio tiene menos tiempo para poder verificar
con certeza la veracidad de una noticia, lo cual hace necesario la creación de
un sistema para la detección de fake news. Por tanto en este trabajo se realiza
un estudio sobre la detección de fake news y se presentan 2 sistemas para la
detección de fake-news, uno en español y otro en inglés. Para ello se utilizarán
técnicas de Procesamiento del Lenguaje Natural, más en concreto se aplicará
la técnica de fine-tuning sobre distintos modelos de BERT y RoBERTa al
ser los modelos de lenguaje basados en transformers los modelos de deep
learning que representan el estado del arte para tareas de clasificación de
texto.
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Abstract

The spread of fake news is a growing problem in today’s society. The
average reader has less time to be able to verify with certainty the veracity of
a news item, which makes necessary the creation of a system for the detection
of fake news. Therefore, in this work a study on fake news detection is carried
out and two systems for fake news detection are presented, one in Spanish
and the other in English. For this purpose, Natural Language Processing
techniques will be used, more specifically, the fine-tuning technique will be
applied on different BERT and RoBERTa models, since transformer-based
language models are the deep learning models that represent the state of
the art for text classification tasks.
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14 ÍNDICE GENERAL

4.1. Requisitos funcionales . . . . . . . . . . . . . . . . . . . . . . 87
4.2. Diagrama de casos de uso . . . . . . . . . . . . . . . . . . . . 88

4.2.1. Descripción de los actores . . . . . . . . . . . . . . . . 88
4.2.2. Descripción de los casos de uso . . . . . . . . . . . . . 90
4.2.3. Diagramas de secuencia del sistema . . . . . . . . . . 92

5. Diseño 93
5.1. Diseño de la arquitectura . . . . . . . . . . . . . . . . . . . . 93

5.1.1. Diseño de las componentes software . . . . . . . . . . 94
5.1.2. Diagramas de secuencia del sistema . . . . . . . . . . 95

5.2. Diseño de la interfaz . . . . . . . . . . . . . . . . . . . . . . . 96

6. Implementación y Pruebas 101
6.1. Implementación . . . . . . . . . . . . . . . . . . . . . . . . . . 101
6.2. Pruebas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102

6.2.1. Predecir noticia . . . . . . . . . . . . . . . . . . . . . . 102
6.2.2. Descargar modelo . . . . . . . . . . . . . . . . . . . . 106

6.3. Conclusiones . . . . . . . . . . . . . . . . . . . . . . . . . . . 106

III Conclusiones finales 109

7. Conclusiones y trabajo futuro 111
7.1. Conclusiones . . . . . . . . . . . . . . . . . . . . . . . . . . . 111
7.2. Trabajo futuro . . . . . . . . . . . . . . . . . . . . . . . . . . 112

Bibliograf́ıa 113
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Caṕıtulo 1

Introducción

En pleno siglo XXI cada vez es más habitual informarse de la actuali-
dad a través de medios digitales o redes sociales. Estos nos permiten estar
actualizados con todo lo que ocurre en el mundo con el único requisito de
disponer de un dispositivo móvil y conexión a Internet, lo cual es un gran
avance como sociedad y nos ayuda a progresar, pero tiene sus peligros y uno
de ellos es la desinformación. Existen diversos tipos de desinformación, en
concreto durante este trabajo se hará referencia a las notificas falsas, o como
son popularmente conocidas, fake news.

Uno de los objetivos de la divulgación de fake news es la manipulación
de la opinión de la sociedad para fines poĺıticos o sociales. Uno de los casos
más conocidos de divulgación de fake news con fines poĺıticos y sociales es
el de la campaña a la presidencia de los Estados Unidos en 2016 en la cual
Donald Trump se aprovechó de múltiples movimientos de desinformación
para lograr su victoria en las elecciones [3]. Como se puede observar en la
figura 1.1 el crecimiento de la popularidad del término “fake news” coincide
con este suceso. Pero este no es el único caso conocido del uso de las fake
news para fines poĺıticos, también se conoce la influencia de las fake news
durante el referéndum del Brexit1.

En ocasiones se tiende a pensar que las noticias falsas suelen ser di-
vulgadas por trolls o personas con un bajo nivel cultural, pero esto no es
aśı. Tras algunos de estos bulos o noticias falsas en ocasiones se encuentran
partidos poĺıticos o grandes empresas, como el conocido caso de Cambridge
Analytica, empresa la cual está supuestamente relacionada con los casos an-
teriormente mencionados de la elección a la presidencia de Estados Unidos
del 2016 y la salida del Reino Unido de la Comunidad Económica Europea,
entre otros tantos casos. La propia empresa en la portada de su página web2

1https://en.wikipedia.org/wiki/Brexit
2https://web.archive.org/web/20171113180809/https://cambridgeanalytica.org
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Figura 1.1: Evolución del término “Fake News” a lo largo del tiempo. Fuente:
Google Trends.

dećıa textualmente: “Data drives all we do. Cambridge Analytica uses data
to change audience behaviour”.

Junto a estos casos sociales mundialmente conocidos en los cuales ha
habido una influencia de las fake news, se encuentra la situación actual de
pandemia mundial debido a la COVID-19 la cual ha sido un gran foco de
desinformación y más en concreto de fake news, siendo en ocasiones el gran
flujo de fake news el culpable de decisiones socio-sanitarias cuestionables de
distintos sectores de la población.

Con estos ejemplos de actualidad social, se esclarece la importancia para
todos los ciudadanos de saber diferenciar entre información veraz y falsa, ya
que puede tener un gran impacto tanto en la sociedad como en el individuo.

Por tanto, en la Sección 1.1 se justificará la necesidad de la realización de
este trabajo. En la Sección 1.2 se detallan los objetivos de este trabajo. En la
Sección 1.3 se analizará el presupuesto necesario para desarrollar el trabajo.
En la Sección 1.4 se hará una planificación del tiempo necesario para el
desarrollo del trabajo. Finalmente en la Sección 1.5 se detallará brevemente
la estructura que tendrá la memoria de este trabajo.

1.1. Motivación

Si bien es de gran importancia aprender a diferenciar entre noticias falsas
y verdaderas, cada vez el lector tiene menos tiempo para contrastar la infor-
mación en varios medios o en fuentes oficiales, lo cual lo hace más vulnerable
a las fake news.

Además, no solo el lector cada vez tiene menos tiempo a contrastar la
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información, sino que cada vez recibe más información debido a las redes
sociales y al gran flujo de información que estas conllevan, lo cual hace
prácticamente imposible la comprobación del lector de cada noticia que lee.
Esto suscita a la creación de un sistema capaz de detectar la veracidad de
la información, por tanto este trabajo tiene como objetivo la creación de un
sistema automático de detección de fake news.

El objetivo es abordar este problema con el texto como eje principal para
la decisión de la veracidad de la información. Esto es, desde un enfoque del
Procesamiento del Lenguaje Natural (PLN) y no utilizando otros métodos
como las fuentes o la red subyacente de comunicación entre usuarios que
comparten la noticia falsa.

1.2. Objetivos

El objetivo principal de este trabajo fin de grado es el desarrollo de
un sistema automático de detección de fake news.

A continuación se enumeran los objetivos espećıficos necesarios para la
realización del objetivo principal:

1. Analizar el estado del arte del problema: Se estudiará el estado
del arte del problema de detección de fake news, Deep Learning y PLN.

2. Analizar los conjuntos de datos disponibles: Se analizarán los
conjuntos de datos más populares y recientes en la literatura y se
seleccionarán 2 para su resolución, uno de ellos en inglés y otro en
español.

3. Desarrollar un sistema de Deep Learning para resolver el pro-
blema: Se desarrollará un sistema de Deep Learning para resolver el
problema utilizando únicamente el texto de la noticia (titulo y cuerpo),
sin ningún tipo de información adicional.

4. Implementar una interfaz web básica para el problema: Se
implementará una interfaz web básica parar mostrar el funcionamiento
del sistema de forma interactiva.

1.3. Presupuesto

A continuación se detallan las distintas variables que se han tenido en
cuenta para calcular el presupuesto necesario para llevar a cabo este trabajo.
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Detalles Cantidad

Horas trabajadas: 5 meses x 20 d́ıas x 8 horas = 800
horas

Sueldo por hora: 20e/h
Precio total mano de obra: 20e/h x 800e= 16.000e
Precio suscripción Colab Pro duran-
te 5 meses (10e/mes)

50e

Precio portátil del alumno (supo-
niendo 5 meses de trabajo, con una
vida útil de 4 años y un precio total
de 600e)

62,5e

Total 16.112,5e

Total (IVA incluido) 16.112,5e+ 21% de IVA =
19.496,125e

1.4. Planificación

Para el correcto desarrollo del trabajo y su finalización en la fecha ĺımite
correspondiente se han identificado las distintas tareas a realizar y el tiem-
po estimado para la realización de cada una de ellas. Estas tareas son las
siguientes:

• Aprendizaje sobre PLN, Transformers y BERT: Estudio de
las técnicas de PLN, fine-tuning y modelos de lenguaje pre-entrenados
(como BERT y RoBERTa) esenciales para el desarrollo del trabajo.

• Búsqueda de conjuntos de datos: Para resolver el problema de
detección fake news se analizarán los distintos conjuntos de datos de
la literatura y se seleccionarán los más adecuados.

• Análisis Exploratorio de los Datos: En primer lugar, para la so-
lución del problema se hará un análisis de los datos, lo cual supone el
punto de partida de cualquier problema de Machine Learning.

• Implementación y prueba de los modelos: Esta tarea será la prin-
cipal del trabajo y la cual llevará una gran parte de este. Esto es debido
a la complejidad que tiene encontrar modelos correctos, entenderlos,
ajustarlos y su largo periodo de entrenamiento.

• Creación del prototipo para las pruebas: Se creará un prototipo
tanto para la ejecución de las pruebas como para la posterior revisión
del trabajo realizado.
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• Implementación de la Interfaz web: Una vez llegado a un punto
avanzado de la implementación de los modelos, se comenzará a imple-
mentar la interfaz web siguiendo un proceso t́ıpico de ingenieŕıa del
software, es decir, definiendo los requisitos, casos de uso, actores, dia-
gramas UML, etc. Posteriormente se realizará la implementación de la
Interfaz web en śı.

• Redacción de la memoria: Aproximadamente en un punto medio
del desarrollo del trabajo se comenzará con el desarrollo de la memoria.

En el diagrama de Gantt de la figura 1.2 se puede observar el orden y la
duración en el que se deben realizar las tareas para realizar correctamente
este trabajo. Como se puede observar en la leyenda del diagrama, las tareas
han sido clasificadas por colores, las rojas son tareas de investigación, las
amarillas de implementación y las azules de redacción de la memoria.

En la figura 1.3 se puede observar el diagrama de Gantt de la planificación
finalmente realizada. Como se puede observar hay varias diferencias entre la
estimación y la planificación final las cuales se explican a continuación:

Figura 1.2: Diagrama de Gantt estimado.

• Se necesitaron 2 semanas más para aprendizaje sobre PLN, Trans-
formers y BERT debido a que son temáticas muy avanzadas y se han
tenido que aprender desde cero hasta un alto nivel para poder trabajar
con los modelos que suponen el estado del arte como lo es BERT.

• Se necesitaron 3 semanas más para la creación de los modelos propues-
tos ya que estos necesitaban mucho tiempo durante el entrenamiento
y se realizaron una gran cantidad de pruebas con distintos parámetros
lo cual conllevó a este retraso.

• Se necesitaron 2 semanas más para la implementación de la interfaz
web ya que se mejoraron al máximo sus funcionalidades y estética.



24 1.5. Estructura de la memoria

Figura 1.3: Diagrama de Gantt final.

• Se necesitaron 2 semanas más para la redacción de esta memoria para
mejorar su presentación y contenido.

1.5. Estructura de la memoria

Para facilitar el seguimiento de la memoria al lector, esta se ha estructu-
rado en tres partes. En la primera parte se introduce al lector en el contexto
de las fake news y PLN, para posteriormente explicar la resolución del pro-
blema. En la segunda parte se explica todo el proceso de ingenieŕıa del
software llevado a cabo durante el desarrollo de la aplicación web que sirve
como prueba del correcto funcionamiento de los modelos propuestos en la
primera parte. Finalmente, la tercera parte constará de las conclusiones de
todo este trabajo, tanto las relativas a la primera parte, como a la segunda.
A continuación se detalle más en profundidad el contenido de cada una de
estas partes.

1. Parte 1, Estudio Cient́ıfico del Problema: La primera parte de
la memoria abordará todo lo relacionado con el núcleo principal del
trabajo, es decir, el análisis cient́ıfico del problema y su resolución.

1.1. Contexto: En este caṕıtulo se hará una breve introducción a
los distintos conceptos necesarios para la correcta comprensión
del trabajo realizado. Esto es, tanto la definición de fake news y
relacionados como conceptos sobre PLN y Deep Learning tales
como Transformers y BERT.

1.2. Implementación: En este caṕıtulo se analizan los conjuntos de
datos disponibles y los seleccionados. A continuación se procede
a resolver el problema en primer lugar con una serie de modelos
base y posteriormente con los modelos propuestos.
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2. Parte 2, Desarrollo de aplicación web demostrativa: Como
prueba del correcto funcionamiento de los modelos propuestos durante
la primera parte, en la segunda parte de la memoria se ha desarrollado
una aplicación web.

2.1. Análisis: Este caṕıtulo abordará el análisis del sistema, desde la
declaración de los casos de uso hasta el desarrollo de los diagramas
UML necesarios los cuales describan el sistema.

2.2. Diseño: En este caṕıtulo se explicarán las distintas decisiones
tomadas durante el diseño del sistema junto al diseño de las dis-
tintas componentes software y la interfaz web.

2.3. Implementación y pruebas: Durante este caṕıtulo se expli-
carán los detalles de la implementación del sistema aśı como un
conjunto de pruebas que validen su correcto funcionamiento.

3. Parte 3, Conclusiones: Como recapitulación de todo el trabajo rea-
lizado, en esta tercera y última parte se harán las conclusiones de todo
este trabajo.

3.1. Conclusiones y trabajo futuro: En el caṕıtulo final se anali-
zarán las conclusiones obtenidas de este trabajo además de men-
cionar posibles mejoras y trabajo futuro para seguir avanzando
en la detección de fake news.
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Caṕıtulo 2

Contexto

Para que el lector pueda entender correctamente el trabajo de investi-
gación e implementación realizado, en este caṕıtulo se presenta el contexto
teórico sobre las distintas temáticas espećıficas de las cuales tratará este
trabajo. Estas temáticas son las de fake news, Procesamiento del Lenguaje
Natural, Transformers y BERT.

Además, es de gran importancia para la realización de un trabajo de
ingenieŕıa, y más en concreto de Machine Learning tener un alto nivel de
conocimiento no solo de los modelos a utilizar si no del contexto para el que
van a ser empleados y sus peculiaridades.

Por tanto en la Sección 2.1 se realizará una introducción a las fake news y
conceptos relacionados, y en la Sección 2.2 sobre Procesamiento del Lenguaje
Natural.

2.1. Desinformación

La desinformación es un tipo de información falsa o parcialmente falsa,
la cual se difunde generalmente de manera intencionada para manipular al
lector. En inglés se hace la diferencia entre disinformation para cuando la
desinformación es de manera intencionada, y se utiliza misinformation para
cuando se trata de falta de información la cual se comparte de forma no
maliciosa aparentemente.

Las difusión de la desinformación se produce en diferentes medios tan-
to convencionales como digitales. El término desinformación es muy am-
plio y por tanto se puede clasificar según la fuente, tipo de información e
intencionalidad[50].

Si bien algunos de estos términos no tienen una definición solida por la
comunidad cient́ıfica ni period́ıstica, a continuación se presenta una clasifi-
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cación de los distintos tipos de desinformación [50].

2.1.1. Fake news

Fake news se ha convertido en el término en la práctica para identificar
información falsa en los medios de comunicación, especialmente en ámbitos
relacionados con Internet y las redes sociales.

Como primera definición de fake news, [3] propone : “fake news es un
art́ıculo de prensa que es intencionalmente y de manera verificable falso”. Es-
ta definición depende de la intencionalidad y la verificabilidad de la noticia.
Según esta definición, las fake news son noticias que se escriben intencio-
nalmente para engañar o desinformar a los lectores y se puede verificar la
veracidad de la noticia. Dentro del concepto de fake news se diferencian los
siguientes términos:

• Fabricaciones serias: Son la forma protot́ıpica de fake news, tales
como art́ıculos con intención maliciosa que en ocasiones se vuelven
virales en redes sociales. Un ejemplo de fabricación seria es la suspen-
sión de François Bugingo de los medios de comunicación debido a las
noticias falsas sobre su manipulación de ciertos art́ıculos antiguos [39].

• Engaños a gran escala: Son relatos de información falsa disfrazados
como noticias verdaderas. Suelen estar organizados en mayor escala
que un simple art́ıculo y en ocasiones están dirigidos a ciertas figuras
públicas o ideas. Un ejemplo de engaño a gran escala es la creencia
de que el grupo terrorista ISIS fue el responsable de una explosión en
2014 en Columbia [39].

• Sátira: Son noticias falsas humoŕısticas escritas con la intencionalidad
de entretener y divertir al lector. Se considera a los lectores como cons-
cientes del tono humoŕıstico de la noticias y en ocasiones las revistas
de este tipo se denominan como tales en su página web para dejar
clara su intencionalidad. Un ejemplo de periódico digital de sátira es
“El Mundo Today”1.

2.1.2. Rumores

En la literatura cient́ıfica, los rumores son probablemente el mayor caso
de estudio de información falsa propagada por Internet [50]. Los rumores
hacen referencia a información la cual no ha sido confirmada por medios
oficiales todav́ıa y se propaga comúnmente por los usuarios en redes sociales.
Si bien los rumores no son producto de las redes sociales, ya que algunos

1https://www.elmundotoday.com
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estudios datan al final de la Segunda Guerra Mundial como el inicio de los
rumores tal y como se conocen hoy en d́ıa, estos se propagan con mayor
facilidad en la actualidad gracias a Internet, las redes sociales y el gran flujo
de información [8].

Es complicado proporcionar una definición formal de rumor, en cambio,
distintos investigadores han propuesto distintas interpretaciones. Una de las
definiciones más ampliamente aceptadas proviene de [14], los autores en su
investigación identifican los rumores como: “declaraciones informativas sin
verificar y potencialmente relevantes en circulación”. En cambio [52] define
los rumores más espećıficamente como: “historia en circulación de veracidad
cuestionable, la cual es aparentemente créıble pero dif́ıcil de verificar y pro-
duce suficiente escepticismo y/o ansiedad”, por lo que según esta definición
un rumor ha de producir una reacción impactante en su audiencia.

Estas definiciones giran en torno a la caracteŕıstica “sin verificar” de
la información. Esta información sin verificar puede ser cierta, parcialmen-
te cierta, completamente falsa o permanecer sin verificación. Dentro de los
“rumores” se ha tratado de clasificar dependiendo del tipo, ámbito y carac-
teŕısticas. Por ejemplo, [51] separa los rumores en dos categoŕıas principales:

• Rumores a gran escala: Representa información que circula durante
un largo periodo de tiempo y puede que nunca se verifique como cierta
o falsa. Las leyendas urbanas y teoŕıas de la conspiración se pueden
consideran como tales. Un ejemplo de rumor a gran escala estudiado
por la literatura es el rumor de que Barack Obama es musulmán [8].

• Rumores de noticias de última hora: Son los más comunes y apa-
recen junto a breaking news stories. Estos pueden ser producto de falta
de información sin intención maliciosa o de naturaleza engañosa. Este
tipo de rumores ha cobrado una mayor importancia en la literatura
ya que pueden ser más peligrosos en un corto periodo de tiempo res-
pecto a los rumores a gran escala. Es necesario identificarlos pronto
para parar su propagación, especialmente si la intención es maliciosa.
Durante el d́ıa a d́ıa se pueden leer muchos rumores de este tipo en la
prensa, pero uno de los ejemplos más comunes es el del terremoto en
Fukushima en 2011 el cual afectó a 3 reactores, a ráız de este suceso
surgieron rápidamente muchos rumores sobre lo ocurrido, el número
de afectados y las consecuencias [2].

2.1.3. Otros tipos de desinformación

Si bien las fake news y los rumores representan el tópico principal de
interés en el ámbito de la desinformación, existen otros tipos de desinforma-
ción en la web. A continuación se muestra una breve descripción de algunos
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de estos conceptos:

• Clickbait : Hace referencia a titulos de art́ıculos o publicaciones en
redes sociales cuyo objetivo es atraer a los lectores a seguir un enlace
a la página web del art́ıculo. Además se ha identificado que los titulares
con clickbait son una de las mayores contribuciones a la propagación
de fake news [42].

• Social spammers: Son usuarios en redes sociales, los cuales de forma
coordinada lanzan distintos tipos de ataques tales como virus, anuncios
y phising.

• Opiniones falsas: Este término hace referencia a reseñas falsas t́ıpi-
camente encontradas en sitios web de comercio electrónico y de reseñas
como Rotten Tomates, IMDB o Metacritic. El objetivo de estas reseñas
falsas suele ser mejorar o empeorar la popularidad de un determinado
producto.

2.2. Procesamiento del Lenguaje Natural

Como se puede observar en la figura 2.1, el Procesamiento del Lenguaje
Natural (PLN), es un subcampo de la lingǘıstica, ciencia de computadores
e inteligencia artificial dedicado a diseñar métodos y algoritmos que toman
como entrada o salida lenguaje natural no estructurado. El objetivo es que
un ordenador sea capaz de generar y “entender” los contenidos de un texto
para aśı poder interactuar con él.

Figura 2.1: Diagrama NLP. Fuente: Pinterest.

Algunas de las tareas más t́ıpicas que aborda el procesamiento del len-
guaje natural son:
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• Reconocimiento de voz. Dado un audio de una persona hablando,
determinar la representación textual del audio.

• Text-to-speech . Justo lo contrario al reconocimiento de voz, es decir,
dado un texto, transformarlo y reproducir su representación sonora.

• Recuperación de información. Encontrar documentos en un con-
junto de documentos los cuales satisfagan ciertas caracteŕısticas.

• Clasificación de texto. Asignar a un texto o documento una o más
categoŕıas.

• Traducción automática. Traducción automática de texto de un idio-
ma a otro.

• Autocompletado de texto (Texto predictivo). Dado un texto,
automáticamente completarlo con una o más palabras.

• Generación automática de texto. Dadas unas caracteŕısticas ge-
nerar un texto que las cumpla.

• Question-answering . Dada una pregunta, identificar una posible
respuesta y viceversa.

• Análisis de opiniones. Caso espećıfico de clasificación de texto en
el que se le asigna un sentimiento o intencionalidad al texto.

• Chatbots y agentes conversacionales. Aplicación software que si-
mulan mantener conversaciones con una persona.

Algunas de las técnicas clásicas de PLN utilizan el tf-idf como entrada
para modelos clásicos de Machine Learning como pueden ser las Máquinas
de Vectores Soporte y los Árboles de Decisión.

Por un lado el Machine Learning o Aprendizaje Automático es un sub-
campo de la Inteligencia Artificial el cual tiene como objetivo otorgar a
las máquinas la habilidad de aprender sin ser expĺıcitamente programadas
(Arthur Samuel, 1959) [4]. O desde un punto más moderno (Tom Mitchell,
1997) [4]: “ Un programa de computador se dice que aprende de la experien-
cia E con respecto a alguna clase de tareas T y una medida de rendimiento P
si su rendimiento en las tareas de T, medido por P, mejora con la experiencia
E. ”

Dentro delMachine Learning existen distintos tipos de aprendizaje, entre
ellos los más comunes son el aprendizaje supervisado, en el cual se aprende
una función a través de las etiquetas y de los datos, y el no supervisado el
cual se aprende una función a través de los datos.
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Por otro lado el Tf-idf (Term frequency - Inverse document frequency),
es una medida numérica que expresa cuán relevante es una palabra para
un documento en concreto dentro de un conjunto de documentos. Es una
medida t́ıpica en el ámbito de la recuperación de información y mineŕıa de
datos. Este valor aumenta proporcionalmente al número de veces que aparece
una palabra en un documento pero se ve compensado por la frecuencia de
esa palabra en el resto de documentos. Su formulación matemática es la
siguiente:

tfidf(t, d,D) = tf(t, d)× idf(t,D)

Siendo tf(t, d) la frecuencia del término t en un documento d:

ft,d∑
t′∈d ft′,d

Donde:

• ft,d es el número de veces que aparece t en un documento d.

•
∑

t′∈d ft′,d es el número total de términos en el documento d.

Siendo idf(t,D) la frecuencia de documento inversa, es decir, una medida
de cuanta información proporciona una palabra, sobre como de común o
espećıfica es en todos los documentos.

idf(t,D) = log
N

1 + |d ∈ D : t ∈ d|

Donde:

• N es el número total de documentos en el corpus, N = |D|

• |d ∈ D : t ∈ d| es el número de documento en los que el término t
aparece.

Por tanto el valor del tf-idf de las palabras de un texto, sirve como
entrada para los modelos de Machine Learning tales como las Máquinas de
Soporte Vectorial [11], Árboles de Decisión [36] o Regresión Loǵıstica [21]
entre otros. Si bien estos modelos logran un buen resultado a la hora de
resolver los problemas de PLN [27, 12] y más en concreto de clasificación
de texto, el estado del arte viene marcado por distintos modelos basados en
Deep Learning [49, 1], entre los que destacan los siguientes:
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• RNN, Redes Neuronales Recurrentes.
• CNN, Redes Neuronales Convoluciones.
• Modelos con mecanismos de atención.
• Redes de memoria aumentada.
• Transformers y Modelos de lenguaje pre-entrenados.

En concreto, los siguientes apartados se centrarán en el mecanismo de
atención, transformers y modelos de lenguaje pre-entrenados ya que suponen
el estado del arte para problemas de PLN y serán los modelos utilizados.

2.2.1. Transformers

En primer lugar, un transformer es una arquitectura de red neuronal
considera como estado del arte [49] en los modelos secuenciales. En el ámbi-
to del PLN soluciona los problemas de dependencias largas que presentan
las redes neuronales recurrentes [46] las cuales procesan el texto palabra a
palabra y debido a su propia arquitectura empeoran con frases largas las
cuales necesitan de contexto.

La arquitectura de transformers fue propuesta por primera vez en el
art́ıculo “Attention is All You Need” [49]. Esta arquitectura tiene una es-
tructura encoder-decoder, esta estructura se basa en codificar la secuencia
de entrada para posteriormente descodificarla, es una estructura t́ıpica en
la tarea de traducción automática [10]. La peculiaridad de esta arquitectura
es el uso únicamente de mecanismos de atención sin la inclusión de RNN
o CNN [49]. En la figura 2.2 se puede observar con detalle la arquitectura
transformers.

El encoder se compone de 6 bloques idénticos, cada uno de ellos se com-
pone de una capa de multi-head self attention mechanism (la cual se explica
en profundidad en la sección 2.2.2) seguido de una capa Fully Connected,
es decir una capa de neuronas totalmente conectadas. Además después de
tanto el mecanismo de atención, como de la capa Fully Connected se encuen-
tra una capa residual [22] y una capa de normalización [5]. La primera de
estas se utiliza para que no se pierda ni se degrade la información mientras
que la capa de normalización se utiliza para normalizar los datos los cuales
han sido “deformados” tras el resto de capas, ayudando aśı al proceso de
aprendizaje.

El decoder también se compone de 6 bloques idénticos. Estos bloques
tienen la misma estructura que los bloques del encoder, con la diferencia
de que el decoder introduce al inicio del bloque una capa de multi-head self
attention mechanism enmascarada para que tan solo utilice las palabras que
ya ha procesado.
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Figura 2.2: Arquitectura de Transformers, Multi-Head-Attention y Atten-
tion. Fuente: Medium.

2.2.2. Mecanismos de atención

Los mecanismos de atención [6] permiten a la red centrarse en una parte
de la entrada y darle menos atención a otras. Se encarga de analizar la
totalidad de la secuencia de entrada y encontrar relaciones entre las distintas
partes de la secuencia. Para ello expresa numéricamente las relaciones entre
las partes según los grados de asociación entre palabras.

Existen distintos tipos de mecanismos de atención, entre ellos el que
se utiliza en la arquitectura transformers es llamado Scaled Dot-Product
Attention el cual tiene la siguiente formulación:

Attention(Q,K, V ) = softmax

(
QKT

√
dk

)
V

Además, en vez de utilizar una única función de atención se utilizan
varias y posteriormente se concatenan, lo cual lo hace un modelo de Multi-
Head-Attention. Este mecanismo de atención recibe como entrada queries y
keys [6] de dimensión dk y valores de dimensión dv. Se calcula el producto
escalar QKT y posteriormente se divide entre

√
dk. La única diferencia entre

Dot-Product Attention y Scaled Dot-Product Attention es el factor de escala
1√
dk

lo cual hace que este tipo de atención sea más eficiente en tiempo y en

espacio [46].
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2.2.3. Modelos del lenguaje

Los Modelos del Lenguaje (LM) son word embeddings contextuales, es
decir, los modelos del lenguaje son distribuciones de probabilidad sobre las
palabras o secuencias de palabras. Dada una frase, un modelo del lenguaje
ha de identificar si esta frase es plausible o no dada la gramática del lenguaje
[33]. En los últimos años se han publicado una gran cantidad de modelos ba-
sado en redes neuronales profundas, entre los más populares en la literatura
destacan los siguientes:

• BERT
• RoBERTa
• GPT2
• GPT3
• ELECTRA

Para este trabajo se ha decidido utilizar BERT y RoBERTa ya que son
modelos del lenguaje muy potentes desarrollados y respaldados por grandes
instituciones como lo son Google y Facebook respectivamente. Además estos
modelos a diferencia de otros tienen acceso libre desde diversas APIs como
la de HuggingFace y Tensorflow, lo cual facilita su uso.

BERT

BERT (Bidirectional Encoder Representations from Transformers) [13]
surgió con la idea de crear un modelo base que aprende a interpretar el
lenguaje en general y una vez pre-entrenado el modelo de lenguaje base,
añadir capa/s adicionales para especializarse en una tarea en concreto. Si
bien la arquitectura Transformers se basa en una fase de codificación y otra
de decodificación, en BERT tan solo hay codificación.

El nombre de la arquitectura en concreto que utiliza BERT es multi-layer
bidirectional Transformer encoder [13]. Como se puede observar en la figura
2.3, se trata de una concatenación de varias capas, siendo cada una de una
estas capas un bloque transformers como los explicados anteriormente en el
apartado 2.2.1.

El entrenamiento de BERT se basa en 2 fases, un pre-entrenamiento en
el que BERT “aprende” que es el lenguaje y su contexto. Para ello BERT es
entrenado con 2.500 millones de palabras provenientes de la Wikipedia y 850
millones provenientes de BooksCorpus [13]. En concreto BERT se entrena
en las tareas de Masked Language y Next Sentence Prediction, lo cual ayuda
BERT a entender el lenguaje. En la figura 2.4 se puede observar de forma
gráfica este proceso de entrenamiento.
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Figura 2.3: Arquitectura de BERT junto con la arquitectura Transformers.
Fuente: ResearchGate.

Figura 2.4: Representación de la fase de entrenamiento de BERT. Fuente:
Medium.

Posteriormente en la segunda fase, se realiza un fine-tuning donde BERT
aprende a resolver el problema en concreto que se trata de resolver. Para
ello se deben añadir las capas de salida que requiera la tarea en concreto a
resolver.
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RoBERTa

RoBERTa: Robustly Optimized BERT pre-training Approach es una va-
riante de BERT introducida por Facebook AI 2 en 2019 [24]. Algunas de las
principales diferencias con BERT son las siguientes:

• Enmascaramiento dinámico: Mientras que BERT utiliza un en-
mascaramiento estático, es decir, la misma parte del texto está enmas-
carada en cada época, en RoBERTa se enmascaran distintas partes
del texto en cada época, lo cual hace que el modelo sea mucho más
robusto.

• Eliminación de NSP: A diferencia de BERT, RoBERTa durante el
pre-entrenamiento tan solo se entrena para la tarea de MLM (Masked
Language) y se elimina la tarea de NSP (Next Sentence Prediction) ya
que se observó que no era muy útil.

• Entrenado con más datos: Mientras que la cantidad total de datos
de BERT es de 16GB, RoBERTa también es entrenado con otros con-
juntos de datos como CC-NEWS, OPENWEBTEXT y STOREIS, lo
cual eleva el tamaño de los datos a 160GB.

• Mayor tamaño del batch: Mientras que BERT utiliza un tamaño
del batch de 256 con 1 millón de pasos, RoBERTa utiliza un tamaño
de batch de 8.000 con 300.000 pasos, lo cual tiene como consecuencia
una mejora en la velocidad y rendimiento del modelo.

2https://ai.facebook.com/

https://ai.facebook.com/
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Detección de Fake News

Para realizar un análisis cient́ıfico del problema de la detección de fake
news en primer lugar se han de analizar los conjuntos de datos disponibles
en la literatura. Para ello se buscarán los conjuntos de datos que tengan un
mayor impacto y los más recientes. Una vez escogidos los conjuntos de datos
a utilizar para el estudio se realizará un análisis de los datos y sus carac-
teŕısticas principales, lo cual supone el primer paso en la creación de modelos
robustos de Machine Learning. Posteriormente se presentarán unos modelos
base para finalmente presentar los modelos propuestos para el estudio y sus
resultados correspondientes.

En la Sección 3.1 se mostrarán los conjuntos de datos más populares y
recientes de la literatura. En la Sección 3.2 se realizará un análisis explo-
ratorio de los datos. Finalmente en la Sección 3.3 se tratará la resolución
del problema en śı, analizando una serie de modelos base para luego realizar
una bateŕıa de fine-tunings con distintas configuraciones.

3.1. Conjuntos de datos disponibles

A la hora de resolver el problema de detección de fake news se ha de
elegir un conjunto de datos. Para ello se ha realizado un estudio e investi-
gación entre los conjuntos de datos más populares de la literatura y los más
recientes. A continuación se muestra un listado de los conjuntos de datos
analizados y sus caracteŕısticas principales. Posteriormente en la tabla 3.1
se muestra un breve resumen de los conjuntos de datos analizados.

• Fact checking dataset [47]. Es el primer conjunto de datos público
para la detección de fake news. Los datos provienen de Politifact1

1https://www.politifact.com/
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y Channel42. El conjunto de datos contiene 221 declaraciones, con
la fecha en la que fueron hechas, el orador y la URL. La veracidad
se mide en una escala entre 5 opciones: verdadero, mayoritariamente
verdadero, medio verdad, mayoritariamente falso y falso.

• EMERGENT [16]. Al igual que el anterior conjunto de datos, es
de los primeros trabajos para la verificación de fake news. En total
contiene 2.595 art́ıculos de webs de rumores como Snopes3 y Twit-
ter4. El conjunto de datos es para la clasificación de postura, incluye
afirmaciones con algunos documentos a favor o en contra.

• LIAR [48]. Este conjunto de datos incluye 12.836 declaraciones cortas
recogidas de Politifact, cada una de ellas medida en una escala entre 6
opciones de veracidad. También incluye información sobre la temática,
partido poĺıtico, contexto y orador.

• Fever [45]. Este conjunto de datos contiene 185.445 afirmaciones
generadas a partir de Wikipedia5. Cada declaración está etiquetada
como: soportada, refutada, o sin suficiente información. Además las
declaraciones tienen señalado que frases de Wikipedia utilizan como
evidencia de la veracidad.

• FAKESNEWSNET [41]. Consiste en la cabecera y cuerpo del texto
de art́ıculos de fake news obtenidos en BuzzFeed6 y PolitiFact. Tam-
bién recolecta información de Twitter sobre el compromiso social de
estos art́ıculos.

• BUZZFEEDNEWS [23]. Contiene 2.282 publicaciones de 9 agen-
cias de Facebook. Cada uno de estos post ha sido verificado por 5
periodistas de BuzFeed. Una de las ventajas del conjunto de datos es
que los art́ıculos están recogidos de periódicos de distintas ideoloǵıas
poĺıticas.

• SOME-LIKE-IT-HOAX [44]. Este conjunto de datos contiene 15.500
publicaciones de 32 páginas de Facebook distintas. Entre estas páginas,
14 son de conspiración y 18 de organizaciones cient́ıficas.

• PHEME [53] Es un conjunto de datos de Twitter el cual contiene 330
hilos de Twitter (una serie de 4.842 tweets conectados de una persona)
sobre 9 eventos de actualidad. Cada uno de estos está etiquetado como
verdadero o falso.

2https://www.channel4.com/
3https://www.snopes.com/
4https://twitter.com
5https://es.wikipedia.org/
6https://www.buzzfeed.com/

https://www.channel4.com/
https://www.snopes.com/
https://twitter.com
https://es.wikipedia.org/
https://www.buzzfeed.com/
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• CREDBANK [28] Contiene 60 milliones de tweets agrupados en
1.049 eventos. Cada evento ha sido clasificado en una escala de 5 de
veracidad por 30 anotadores humanos.

• FNC-1 dataset [37]. Fake News Challenge es un conjunto de datos
que contiene 49.972 art́ıculos provenientes del projecto EMERGENT
sobre poĺıtica, sociedad y tecnoloǵıa. El conjunto de datos está prepa-
rado para detectar si la noticia es falsa o no según si está relacionado
el t́ıtulo de la noticia con el cuerpo.

• Spanish Fake News Corpus [34]. Este conjunto de datos es en
español y contiene 971 noticias sobre 9 dominios distintos. La clasi-
ficación de las noticias es de 2 clases, verdadero o falso. Existe una
versión más reciente del conjunto de datos la cual añade 572 noticias
nuevas, las cuales al ser más actuales añaden la temática del COVID-
19 y utiliza estas nuevas noticias como conjunto de test y las anteriores
como conjunto de entrenamiento.

• CONSTRAINT@AAAI 2021 [31, 32]. Este conjunto de datos
consiste en 10.700 publicaciones en inglés de las cuales 5.100 son falsas
y 5.600 verdaderas. Las noticias verdaderas están recogidas de Twit-
ter y aportan información útil sobre el COVID-19. Por otro lado las
noticias falsas provienen de Twitter, Facebook y Whatsapp además de
distintos sitios de fact-cheking como Politifact, NewsChecker, Boom-
live, etc [32].

Estos 2 últimos conjuntos de datos han sido los seleccionados para la rea-
lización del trabajo. Respecto al conjunto de datos en inglés se ha escogido
este al ser un conjunto de datos el cual tiene una competición en un congre-
so muy importante como es CONSTRAINT@AAAI7. Además se trata de
tweets extráıdos recientemente y sobre un tema de actualidad y que atrae
tantas fake news como es el COVID-19, el confinamiento y la pandemia [38].
También es de gran interés que sea sobre Twitter ya que gran cantidad de
las fake news actuales se difunden por redes sociales [19]. Finalmente tiene
una considerable cantidad de datos lo cual lo hace más atractivo para el
proceso de aprendizaje.

Respecto al conjunto de datos en español se ha seleccionado este en con-
creto ya que también se proviene de una competición importante y sobre un
taller muy relevante en español sobre PLN como lo es IberLEF8, el cual se
celebra anualmente en el congreso internacional de la Sociedad Española de
Procesamiento del Lenguaje Natural. Además se ha de tener en cuenta que

7https://lcs2.iiitd.edu.in/CONSTRAINT-2021/
8https://sites.google.com/view/iberlef2022

https://lcs2.iiitd.edu.in/CONSTRAINT-2021/
https://sites.google.com/view/iberlef2022
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Conjunto de da-
tos

N°
Items

Idioma Tipo de des-
información

Dominio N°
Clases

Fact checking data-
set

221 Inglés Fake News Poĺıtica y sociedad 5

EMERGENT 2.595 Inglés Rumores Sociedad y tecno-
loǵıa

3

LIAR 12.800 Inglés Fake News Poĺıtica 6
FEVER 185.445 Inglés Fake News Sociedad 3
FakesNewsNet 422 Inglés Fake News Sociedad y poĺıtica 2
BuzzFeed News 2.282 Inglés Fake News Poĺıtica 4
Some like it hoax 15.500 Inglés Fake News Ciencia 2
PHEME 330 Inglés y

alemán
Rumor detec-
tion

Sociedad y poĺıtica 3

CREDBANK 60 mi-
llones

Inglés Rumores Sociedad 5

FNC-1 49.972 Inglés Fake News Poĺıtica, sociedad y
tecnoloǵıa

4

Spanish Fake News
Corpus

1.543 Español Fake News Ciencia, poĺıti-
ca, economı́a,
educación, entrete-
nimiento, poĺıtica,
salud, seguridad y
sociedad

2

CONSTRAINT
AAAI 2021

10.700 Inglés Fake News COVID-19 2

Tabla 3.1: Caracteŕısticas de los conjuntos de datos que han sido considera-
dos.

en la literatura el número de conjuntos de datos en español es considerable-
mente bajo en comparación a los conjuntos de datos en inglés por tanto el
abanico de posibilidades es bastante menor.

3.2. Análisis Exploratorio de los datos

En primer lugar se va realizar un análisis básico de ambos conjuntos de
datos. Este análisis sirve como toma de contacto con los datos, aportando
información relevante para su futuro estudio y resolución. Para ello se medirá
el tamaño de los conjuntos de datos, como están distribuidos los datos entre
los subconjuntos de entrenamiento y de test, cual es el número de palabras
del conjunto de entrenamiento y finalmente la media, mediana y máxima
del número de palabras en el conjunto de entrenamiento. En la tabla 3.2 se
pueden observar estas medidas las cuales nos sirven para conocer de mejor
forma los datos y sus peculiaridades.

Como se puede observar el conjunto de datos de CONSTRAINT AAAI
tiene una mayor cantidad de datos desde el punto de vista de noticias únicas
pero por otro lado el conjunto de datos de IberLEF tiene mayor número de
palabras por cada noticia al tratarse cada una de estas noticias de textos
más largos que el tamaño máximo que permite Twitter por cada uno de sus
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Medida CONSTRAINT
AAAI

IberLEF

Tamaño del conjunto de datos 10.700 1.248
N° de palabras del conjunto de entrenamiento 227.724 68.616
Tamaño del conjunto de entrenamiento 8.560 676
Tamaño del conjunto de test 2.140 572
Media del número de palabras en el conjunto de
entrenamiento

26,61 210,47

Mediana del número de palabras en el conjunto
de entrenamiento

25 221,5

Máximo número de palabras en el conjunto de
entrenamiento

130 303

Tabla 3.2: Analiśıs Básico de los conjuntos de datos.

tweets.

Respecto al tamaño de los conjuntos de test y de entrenamiento, podemos
observar que para el conjunto de datos de CONSTRAINT AAAI el conjunto
de entrenamiento representa en torno al 80% de los datos, mientras que en
el caso del conjunto de datos de IberLEF representa en torno al 55% de
los datos. Con esto observamos que el conjunto de datos de CONSTRAINT
AAAI sigue una distribución de los conjuntos de test y de entrenamiento más
t́ıpica de problemas de Machine Learning como puede ser una distribución
80-20.

Por otro lado se puede observar que tanto la media, mediana y máximo
del número de palabras en el conjunto de CONSTRAINT AAAI es con-
siderablemente menor que el conjunto de datos de IberLEF. Esto sucede
de nuevo debido a que al tratarse de un conjunto de datos de Twitter, el
número de caracteres máximo está limitado y esto de forma directa afecta
el número de palabras que puede tener un tweet y hace que tanto la media,
como mediana y máximo sean menores.

Finalmente cabe destacar que es de gran importancia conocer el máximo
número de palabras ya que tanto BERT como RoBERTa necesitan como
parámetro el tamaño del texto y por tanto se utilizará el máximo del número
de palabras como parámetro.

A continuación se va a realizar un estudio para cada conjunto de datos en
el que se analizarán distintas medidas con el objetivo de intentar esclarecer
algunas caracteŕısticas que diferencien las noticias falsas de las verdaderas.
Para ello en primer lugar se mostrará para cada conjunto de datos un histo-
grama del número de palabras de las noticias con el fin de intentar observar si
se distribuyen homogéneamente o existe una clara diferencia entre el número
de palabras de las distintas noticias.
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Posteriormente se procederán a analizar los 10 N -gramas9 más repetidos
de ambos cojuntos de datos, en concreto unigramas, bigramas y trigramas.
Un N -grama es un conjunto de n elementos consecutivos en un texto, por
tanto, con los unigramas, bigramas y trigramas, se analizarán las 10 com-
binaciones de 1, 2 y 3 palabras seguidas más repetidas en todo el conjunto
de datos, con la intención de intentar analizar alguna particularidad del
conjunto de datos que pueda ayudar en el análisis.

Finalmente se mostrarán nubes de palabras de ambos conjuntos de datos.
Las nubes de palabras muestran las palabras que más se repiten en todo el
conjunto de datos de forma gráfica, mostrando su tamaño según el número
de veces que se repiten. Esta gráfica nos aporta información similar a los
unigramas pero de forma más intuitiva. Además para finalizar se analizarán
las nubes de palabras separando el conjunto de datos entre noticias falsas y
verdaderas para intentar encontrar diferencias entre ambos conjuntos.

3.2.1. CONSTRAINT AAAI

Figura 3.1: Distribución del número de palabras del conjunto de entrena-
miento (CONSTRAINT AAAI).

Como se puede observar en la figura 3.1, el histograma del número de
palabras está distribuido homogéneamente entre las 10 y 50 palabras apro-
ximadamente por noticia, en este caso por tweet.

En la figura 3.2 se pueden observar los 10 N -gramas más repetidos junto
al número de veces que se repite cada uno de ellos en el conjunto de datos.
Al tratarse de un conjunto de datos centrado en el COVID-19, como era de

9https://en.wikipedia.org/wiki/N-gram

https://en.wikipedia.org/wiki/N-gram
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esperar, entre los N -gramas más significativos se encuentran términos como:
“covid”, “cases”, “tests”, “confirmed cases”, “new cases”, “daily update pu-
blished” y “last 24 hours”. Lo cual muestra la importancia del conocimiento
espećıfico del tema y una codificación adecuada de estas palabras para el
correcto funcionamiento del modelo.

(a) Unigramas

(b) Bigramas

(c) Trigramas

Figura 3.2: 10 N -gramas más repetidos (CONSTRAINT AAAI).

En las nubes de palabras de la figura 3.3 se pueden observar por tamaño
las palabras que más se repiten. Algunas de estas palabras ya han sido



48 3.2. Análisis Exploratorio de los datos

Figura 3.3: Nube de palabras más repetidas (CONSTRAINT AAAI).

mencionadas en los N -gramas de la figura 3.2. De nuevo se puede observar
que entre las palabras que más se repiten se encuentran términos muy rela-
cionados con el COVID-19 y la pandemia como pueden ser “coronavirus”,
“covid19” o “hospital” entre otros.

Finalmente, prestando atención en las nubes de palabras segregadas por
noticias falsas y verdaderas de la figura 3.4 podemos observar algunas dife-
rencias entre estos 2 conjuntos. En primer lugar se observa que en el conjunto
de noticias verdaderas destacan palabras más “neutrales” (desde un punto
de vista de posicionamiento poĺıtico y social) como pueden ser: “covid19”,
“new case”, “confirmed case” y “total number”. En cambio en el conjunto
de noticias falsas estas palabras no se encuentran tan presentes mientras que
empiezan a destacar otras como: “doctor”, “video”, “hospital”, “pandemic”,
“donald trump” y “vaccines”.
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(a) Falsas (b) Verdaderas

Figura 3.4: Nube de palabras más repetidas separando los conjuntos de
noticias falsas y verdaderas (CONSTRAINT AAAI).

3.2.2. IberLEF

Figura 3.5: Distribución del número de palabras del conjunto de entrena-
miento (IberLEF).

Como se puede observar en el histograma de la figura 3.5, para este
conjunto de datos, la distribución del número de palabras tiene una mayor
variabilidad respecto a la del conjunto de datos de CONSTRAINT AAAI, es
decir, el tamaño del texto de cada noticia vaŕıa en gran medida entre śı. Esto
es debido a que al tratarse de art́ıculos de prensa y noticias en periódicos el
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tamaño de los textos no está limitado como en Twitter y hace que el tamaño
de la noticia pueda ser totalmente variable.

(a) Unigramas con preprocesado

(b) Bigramas con preprocesado

(c) Trigramas con preprocesado

Figura 3.6: 10 N -gramas más repetidos (IberLEF)

En la figura 3.6 se pueden observar los 10 N -gramas más repetidos jun-
to al número de veces que se repite cada uno de ellos en el conjunto de
datos. A diferencia del conjunto de datos de CONSTRAINT AAAI, al no
tratarse de un conjunto de datos de un dominio espećıfico como lo es el
COVID-19, entre los N -gramas más repetidos aparecen otro tipo de pala-
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bras más generales. Entre los términos más significativos están: “méxico”,
“gobierno”, “presidente”, “lopez obrador”, “peña nieto”, “partido revolucio-
nario institucional”, “donald trump”. Es decir, entre los 10 N -gramas más
representativos se encuentran términos bastante relacionados con la poĺıtica
y actualidad de México.

En las nubes de palabras de la figura 3.7 se pueden observar por tamaño
las palabras que más se repiten. Algunas de estas palabras ellas ya han sido
mencionadas en los N -gramas de la figura 3.6. De nuevo se puede observar
que entre las palabras que más se repiten se encuentran términos muy re-
lacionados con la actualidad poĺıtica y social de México como pueden ser
“México”, “gobierno” o “presidente” entre otros.

Figura 3.7: Nube de palabras más repetidas (IberLEF).

Analizando las las nubes de palabras segregadas por noticias verdaderas
o falsas de la figura 3.8, observamos que a diferencia del conjunto de datos de
CONSTRAINT AAI, no existen diferencias evidentes entre las palabras que
se repiten en las noticias falsas como en las verdaderas, por lo que puede que
esto se traduzca en una mayor dificultad del modelo para diferenciar entre
noticias falsas y verdaderas.
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(a) Falsas (b) Verdaderas

Figura 3.8: Nube de palabras más repetidas separando los conjuntos de
noticias falsas y verdaderas (IberLEF).

3.3. Estudio y resolución del problema

Para aportar una solución robusta al problema de detección de fake news,
en primer lugar se presentarán unos casos base basados en modelos clásicos
de Machine Learning los cuales servirán como una primera aproximación
y comparativa para el estudio. Posteriormente, se procederá a aplicar la
técnica de fine-tuning utilizando distintos modelos de BERT y RoBERTa.

3.3.1. Casos Base

Durante esta subsección se van a presentar y comparar distintos mo-
delos básicos de Machine Learning como modelos base o baselines. Como
caracteŕıstica de entrada se va a utilizar el Tf-idf, en concreto se utilizará
la implementación de la biblioteca scikit-learn de los métodos y algoritmos
para todo este apartado. Los modelos que se van a utilizar en la comparativa
son: Linear SVC, Logistic Regression, Decision Tree Classifier y Gradient
Boost Classifier.

Para la comparación entre los distintos modelos presentados en este tra-
bajo se trabajará con la medida F1-score. Es una medida t́ıpica a la hora de
evaluar modelos de Machine Learning y el motivo del uso de esta medida es
que hace una combinación entre la precisión del modelo y la exhaustividad
(comúnmente conocido como “recall”). Su formulación es la siguiente:

F1 =
precision · recall
precision+ recall
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Modelo Constraint AAAI IberLEF

Linear SVC 0.93645 0.68706
Logistic Regression 0.92336 0.65210
Decision Tree Classifier 0.87430 0.53846
Gradient Boost Classifier 0.87196 0.63287

Tabla 3.3: F1-score para los modelos básicos.

A continuación, en la tabla 3.3 se muestran los resultados obtenidos por
los modelos base para los distintos conjuntos de datos. Se ha de tener en
cuenta que no se ha realizado una técnica de validación cruzada durante el
entrenamiento, ya que, al pertenecer ambos conjuntos de datos a competi-
ciones, tienen sus respectivos conjuntos de entrenamiento y test definidos.
Por tanto, durante todo este trabajo se ha entrenado con el conjunto de
entrenamiento y se ha evaluado con el de test, con el objetivo de que los
resultados sean comparables con el estado del arte.

Respecto al conjunto de datos CONSTRAINT AAAI, se obtienen en
general buenos resultados para todos los modelos básicos, con la principal
diferencia de que los modelos basados en árboles [36], como lo son Decision
Tree Classifier y Gradient Boost Classifier obtienen en torno a un 5 puntos
menos de rendimiento comparados a Linear SVC y Logistic Regression.

En concreto el mejor modelo seŕıa Linear SVC ya que no solo proporcio-
na el mejor F1-score si no que además tiene en buen equilibrio en los errores
de la matriz de confusión como se puede observar en la figura 3.9. Es decir,
el número de falsos positivos y falsos negativos está muy parejo por lo tanto
el modelo no está predominando una clase en concreto.

Figura 3.9: Matriz de confusión de Linear SVC para el conjunto de datos
de CONSTRAINT AAAI.

Por otro lado, en el conjunto de datos en IberLEF los resultados no son
tan buenos, estos rondan en torno al 60% de F1-score. Al igual que en el
conjunto de datos de CONSTRAINT AAAI los modelos que aportan peores
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resultados son los basados en árboles mientras que el mejor modelo de nuevo
es Linear SVC. Aunque como se puede observar en la figura 3.10 en este caso
los errores no tienen tan buen equilibrio como para el conjunto de datos de
IberLEF, existiendo una predominancia a predecir como verdaderas noticias
falsas.

Figura 3.10: Matriz de confusión de Linear SVC para el conjunto de datos
de IberLEF.

Por tanto se han establecido unos baselines los cuales son de gran ayuda
para analizar el problema en mayor profundidad y establecer unos mı́nimos
a la hora de realizar aproximaciones más complejas basadas en BERT.

3.3.2. Fine-Tuning

A continuación se procede a mostrar los distintos modelos basados en
BERT con los que se ha experimentado durante la resolución del problema.
Para todos los modelos se ha aplicado un proceso de Fine-Tuning, en el que
al modelo previamente entrenado se le añade una capa de salida adecuada
al problema, en concreto una capa de salida de tamaño 1 con una función de
activación sigmoide. Posteriormente se re-entrena el modelo utilizando un
learning rate pequeño utilizando los datos del problema a resolver.

Junto a esto se ha decidido experimentar el uso de diversos optimizadores
más acordes al tipo de problema y más en concreto al uso de Embeddings
(como es el caso de BERT y RoBERTa) [25]. Más en concreto para cada
modelo se ha realizado la comparativa utilizando un optimizador clásico
para problemas de Deep Learning como lo es Adam y se ha comparado con
un optimizador orientado a Embeddings como lo es Adamax10.

Además en los diversos modelos se ha experimentado a añadir una regu-
larización de dropout de 0.5 en las capas de atención y de 0.2 en las capas

10https://keras.io/api/optimizers/adamax/

https://keras.io/api/optimizers/adamax/
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ocultas, tal y como se recomienda para el uso general en [15].

Por tanto para cada modelo a estudiar se van a realizar 4 pruebas.

1. Modelo + Adam
2. Modelo + Adam + Regularización Dropout
3. Modelo + Adamax
4. Modelo + Adamax + Regularización Dropout

Finalmente para cada uno de ellos se ha aplicado el mismo learning rate
recomendado de 2e−5 [43]11 y un ϵ de 1e−8 junto al preprocesado adecuado
para cada modelo el cual se especificará posteriormente para cada modelo.
Todos los modelos han sido entrenados durante 20 épocas, utilizando un 80%
como conjunto de entrenamiento y un 20% como conjunto de validación, con
una poĺıtica de early stopping de 5 épocas de paciencia, monitorizando el
error de la función de perdida en el conjunto de validación. Se utiliza el
error en vez de la precisión ya que el error cuantifica la certeza del modelo
(valor continuo), mientras que la precisión tan solo cuantifica el número de
predicciones correctas (valor discreto).

A la hora de seleccionar los modelos de lenguaje para resolver el problema
para estos conjunto de datos se ha de tener tener en cuenta que al tratarse
de unos conjunto de datos de un dominio concreto o multidominio se pueden
separar los modelos seleccionados de BERT en 2 grandes tipos: dependientes
e independientes del dominio.

Por un lado los modelos independientes del dominio son modelos genera-
les de BERT los cuales han recibido datos de distintos dominios, autores, etc.
Aun aśı estos modelos pueden recibir todos los datos de distintas fuentes o
de la misma, como puede ser Twitter para alguno de estos modelos que ana-
lizaremos posteriormente. La idea principal de los modelos independientes
del dominio es que no están especializados en un dominio en concreto.

Por otro lado los modelos dependientes del dominio reciben datos re-
lacionados con el dominio en cuestión, en este caso el COVID-19 y temas
relacionados. Esto hace que BERT pueda “especializarse” en una temática
en concreto lo cual puede suponer una diferencia sustancial de rendimiento
a la hora de resolver la tarea de detección de fake news.

A continuación se explicarán los modelos que se han tenido en cuenta
para el conjunto de datos de IberLEF y se realizarán las pruebas que se
acaban de mencionar para cada uno de estos modelos. Posteriormente se
hará lo mismo para el conjunto de datos de CONSTRAINT AAAI. Ha de
tenerse en cuenta que cuando se explique cada uno de estos modelos solo se
hablará de los datos utilizados durante el proceso de entrenamiento, ya que

11https://github.com/google-research/bert

https://github.com/google-research/bert
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estas “versiones” de BERT y RoBERTa solo se diferencian de las originales
en los conjuntos de datos de entrenamiento y el proceso de entrenamiento y
no en la arquitectura del modelo.

IberLEF

A diferencia del conjunto de datos de CONSTRAINT AAAI, el conjunto
de datos de IberLEF es multidominio, pero con la peculiaridad de que en el
conjunto de entrenamiento no se encuentra la temática COVID-19 mientras
que en el de test śı.

Esto supone un reto a la hora de resolver este problema ya que los mo-
delos Machine Learning necesitan que los datos del entrenamiento y del test
sean uniformemente idénticamente distribuidos12. Y este no es el caso, ya
que no es solo no están distribuidos uniformemente si no que en el conjunto
de entrenamiento no aparece la temática COVID-19 en ningún momento,
por lo tanto el modelo no podrá aprender correctamente sobre las palabras
espećıficas de la temática ni sus relaciones con el resto.

A continuación se procede a explicar brevemente los 3 modelos seleccio-
nados y sus caracteŕısticas principales en la tabla 3.4. Cabe destacar que no
se detallará el preprocesado utilizado para los siguientes modelos ya que el
texto proporcionado por el conjunto de datos ya viene preprocesado, aśı que
únicamente se pasará a minúscula el texto cuando el modelo lo requiera. A
continuación se procede a mostrar para cada uno de los modelos las pruebas
correspondientes y sus resultados.

12https://en.wikipedia.org/wiki/Independent and identically distributed random variables

https://en.wikipedia.org/wiki/Independent_and_identically_distributed_random_variables
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Modelo base Dominio Tamaño
del
modelo

Observaciones

PlanTL-GOB-ES
Roberta-large-bne

Independiente 570GB Versión más grande del conjunto de
modelos del lenguaje del Plan de
Gobierno de España de Tecnoloǵıas
del Lenguaje. Presentado junto al
resto de modelos del plan en [20].
Supera a BETO en varios conjuntos
de datos de evaluación.

PlanTL-GOB-ES
BSC-BIO-ES

Dependiente 1B tokens Versión para documentos biomédi-
cos y cĺınicos del subconjunto de
modelos de médicos del Plan de Go-
bierno de España de Tecnoloǵıas del
Lenguaje. Ha sido entrenado con 91
millones de tokens de documentos
cĺınicos y 963 millones de documen-
tos médicos. Más detalles aqúı. Su-
pera a los modelos independientes
del dominio en conjuntos de datos
médicos.

BETO Independiente No espe-
cificado

Modelo de lenguaje de BERT para
español de la universidad de Chi-
le. Utiliza datos tanto de Wikipe-
dia como de las fuentes del pro-
yecto OPUS. Además agrega algu-
nas caracteŕısticas durante el entre-
namiento t́ıpicas de RoBERTa [9].
Respecto a la cantidad concreta de
datos no se especif́ıca pero se com-
para con la cantidad usada para
BERT original, es decir, casi 3.000
millones de palabras.

Tabla 3.4: Modelos de BERT considerados para el fine-tuning del conjunto
de datos de IberLEF.

PlanTL-GOB-ES Roberta-large-bne

Como se puede observar en las curvas de aprendizaje y de pérdida de las
figuras 3.11, 3.12 durante el proceso de aprendizaje de los 4 modelos se puede
observar una cota claramente entorno al 70% en el conjunto de validación.
A partir de ese punto se ve mejorado el conjunto de entrenamiento pero
no el de validación lo que provoca un sobreajuste del modelo a los datos.
Nótese que tanto para este modelo como para el resto del trabajo, las curva
de pérdida y aprendizaje están ampliadas por lo que pequeñas variaciones
en los valores numéricos se pueden ver representados como grandes “picos”
y fluctuaciones en las gráficas.

En la tabla 3.5 observamos que para el modelo RobertaGob, la mejor
configuración es la que utiliza el optimizador Adamax con un 71.85% de
F1-score. Aunque observando las matrices de confusión de la figura 3.13 se
puede observar que todos los modelos predominan a falsos negativos o a

https://github.com/PlanTL-GOB-ES/lm-biomedical-clinical-es
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falsos positivos.

(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.11: Curvas de perdida RobertaGob.

Modelo F1-Score

RobertaGob Adam 71.51
RobertaGob Adam Regularization 63.46
RobertaGob Adamax 71.85
RobertaGob Adamax Regularization 68.88

Tabla 3.5: Modelos propuestos RobertaGob.



(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.12: Curvas de precisión RobertaGob.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.13: Matrices de confusión RobertaGob.
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PlanTL-GOB-ES Roberta-BIO

Como se puede observar en las curvas de aprendizaje y de pérdida de
las figuras 3.14, 3.15 durante el proceso de aprendizaje de los 4 modelos
se puede observar una cota claramente entorno al 80/85% en el conjunto
de validación, es decir, en torno a un 10/15% superior que en el modelo
anterior. A partir de ese punto se ve mejorado el conjunto de entrenamiento
pero no el de validación lo que provoca un sobreajuste del modelo a los
datos.

En la tabla 3.6 observamos que para el modelo RobertaBIO, la mejor
configuración es la que utiliza el optimizador Adamax, con un 73.77% de
F1-score. Por lo que aunque el conjunto de validación obtenga mejores resul-
tados que el modelo anterior, a la hora de evaluar el conjunto de test y por
tanto introducir la temática COVID-19, los resultados empeoran. Además
observando las matrices de confusión de la figura 3.16 se puede observar que
todos los modelos predominan a falsos negativos o a falsos positivos.

(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.14: Curvas de perdida RobertaBIO.



(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.15: Curvas de precisión RobertaBIO.

Modelo F1-Score

RobertaBIO Adam 72.02
RobertaBIO Adam Regularization 71.85
RobertaBIO Adamax 73.77
RobertaBIO Adamax Regularization 68.53

Tabla 3.6: Modelos propuestos RobertaBIO.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.16: Matrices de confusión RobertaBIO.
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BETO

Como se puede observar en las curvas de aprendizaje y de pérdida de
las figuras 3.17, 3.18 durante el proceso de aprendizaje de los 4 modelos se
puede observar una cota claramente entorno al 80/85% en el conjunto de
validación, es decir, en torno a un 10/15% superior que en el primer modelo.
A partir de ese punto se ve mejorado el conjunto de entrenamiento pero no
el de validación lo que provoca un sobreajuste del modelo a los datos.

En la tabla 3.7 observamos que para el modelo BETO, la mejor confi-
guración es la que utiliza el optimizador Adam igualado con la que utiliza
Adamax y Adamax con regularización en las capas con un 67.83% de F1-
score. Por lo que aunque el conjunto de validación obtenga mejores resulta-
dos que el modelo anterior, a la hora de evaluar el conjunto de test y por
tanto introducir la temática COVID-19, los resultados empeoran. Además
observando las matrices de confusión de la figura 3.19 se puede observar que
ningún modelo tiene una buena matriz de confusión ya que o bien predomi-
na a falsos negativos o a falsos positivos, aunque en menor medida que el
modelo RobertaBIO. Al ser la configuración que utiliza Adam con regulari-
zación la que tiene un mejor equilibrio de falsos negativos y falsos positivos,
será considerada la mejor.

(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.17: Curvas de perdida BETO.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.18: Curvas de precisión BETO.

Modelo F1-Score

BETO Adam 67.48
BETO Adam Regularization 67.83
BETO Adamax 67.83
BETO Adamax Regularization 67.83

Tabla 3.7: Modelos propuestos BETO.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.19: Matrices de confusión BETO.
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Mejores modelos

Modelo base Versión Resultado

Roberta Gob Large Adamax 71.85
Roberta Gob BIO Adamax 73.77
BETO Adam + Regularización 67.83

Tabla 3.8: Resultado tras los distintos Fine-Tuning de los modelos de Iber-
LEF.

Finalmente, tras entrenar todos los modelos se observa los mejores re-
sultados en la tabla 3.8. Como se puede observar, no hay una diferencia
substancial entre los 4 modelos estudiados, el principal motivo se debe a que
la gran mayoŕıa del error que tienen estos modelos se debe a que a la hora de
evaluar el conjunto de test fallan en las noticias relacionados con la temática
COVID-19, independientemente de que el modelo sea dependiente o inde-
pendiente del dominio. Esto es debido a que aunque el modelo dependiente
del dominio “entienda” las palabras espećıficas de la temática, durante el
fine-tuning no ha podido asociarlas a noticias falsas o verdaderas.

Aun aśı, el mejor modelo es el de RobertaBIO, el cual es dependiente del
dominio y en su configuración con el optimizador Adamax obtiene un 73,77
de F1-score frente al 76,66 del modelo ganador de la competición. Esto es
un 2,89 puntos de diferencia entre ambos modelos, aunque se ha de tener en
cuenta que esta diferencia mı́nima se ha logrado usando un modelo conside-
rablemente más sencillo. Atendiendo a la descripción del modelo ganador de
la competición, este utiliza BERT junto “Sample memory” y mecanismos
de atención. En concreto obtiene 2 Embeddings con el inicio y el final de
la noticia lo cual introduce a su sistema de BERT. Posteriormente obtiene
la llamada “Sample memory” la cual es una matriz obtenida a ráız de los
inicios y finales de los Embeddings actuando como mecanismo de atención
[18].

Por tanto los resultados son considerablemente buenos considerando que
tan solo se ha logrado un modelo 2,89 puntos de F1-score peor que el mejor
de la competición y utilizando un modelo más simple. En la tabla 3.9 se
pueden observar los 10 mejores modelos de la competición entre los que se
encuentra el propuesto en este trabajo en quinta posición.
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Puesto Usuario/Nombre del equipo F1-score

1 GDUFS DM 0.7666
2 haha 0.7548
3 ChaTs 0.7514
4 SINAI 0.7385
5 fIlfA 0.7377
6 Lcad/UFES 0.7102
7 CiTIUS-NLP 0.7098
8 zk15120170770 0.7053
9 ForceNLP 0.6925
10 GRX 0.6915

Tabla 3.9: Mejores 10 resultados de la competición de IberLEF.

CONSTRAINT AAAI

A diferencia del conjunto de datos de IberLEF, el cual es multidominio,
este conjunto de datos es de un dominio en concreto como es el COVID-19,
la pandemia y todo los relacionado a estos conceptos. Por tanto como es
de esperar, puede ser un factor diferencial el utilizar modelos dependientes
del dominio los cuales proporcionen mejores resultados. En la tabla 3.10 se
explican brevemente los 4 modelos seleccionados y sus caracteŕısticas prin-
cipales. A continuación se procede a mostrar para cada uno de los modelos
el preprocesado que se ha utilizado junto a las pruebas correspondientes y
sus resultados.

Modelo base Dominio Millones
de
Tweets

Observaciones

Sci-Bert Dependiente Mirar13 Modelo de lenguaje para tex-
to cient́ıfico desarrollado por
el instituto de Allen de IA de
Seattle [7].

Roberta-Twitter-
Cardiffnlp - Marzo
2022

Independiente 128.06 Versión más reciente y entrena-
da con más datos del grupo de
NLP de la universidad de Car-
diff [26].

Vinai-Bertweet-covid-
cased

Dependiente 850 Modelo creado en colaboración
por VinAI, Oracle y NVIDIA.
Versión cased para covid.[30]

DigitalEpidemology-V2 Dependiente 97 Modelo creado por DigitalEpi-
demologyLab en colaboración
con FISABIO (Valencia) [29].
Utilizado para un Ensemble
por el ganador de la competi-
ción [17].

Tabla 3.10: Modelos de BERT considerados para el fine-tuning del conjunto
de datos de CONSTRAINT AAAI.
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Vinai-Bertweet

Para este modelo, se ha utilizado como preprocesado el recomendado
por los propios autores14 [30]. Por tanto no se ha tenido que tomar ninguna
decisión al respecto sobre como preprocesar el texto.

Como se puede observar en las curvas de aprendizaje y de pérdida de las
figuras 3.20, 3.21 el proceso de aprendizaje de los 4 modelos es muy bueno
y no conlleva a un sobreajuste significativo.

En la tabla 3.11 observamos que para el modelo Vinai-Bertweet, la mejor
configuración es la que utiliza el optimizador Adam junto a la regularización
en las capas.

Si bien todos los modelos obtienen buenos resultados, la versión que
utiliza Adam junto a la regularización en las capas logra 0,33 puntos más
de F1-score con respecto al segundo mejor modelo (Adamax), por lo que si
bien no es una gran diferencia, es suficientemente apreciable. Esta diferencia
se traduce en que el mejor modelo falla en 39 noticias de 2140 mientras que
el segundo mejor falla en 46, tal y como se puede observar en las matrices
de confusión de la figura 3.22.

(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.20: Curvas de perdida Vinai-Bertweet.

13Este conjunto de datos no ha sido entrenado con tweets si no con art́ıculos cient́ıficos.
En concreto 1.14 millones de art́ıculos de Semantic Scholar de carácter cient́ıfico y más de
200.000 relacionados con la temática COVID-19.

14https://huggingface.co/vinai/bertweet-base

https://huggingface.co/vinai/bertweet-base
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.21: Curvas de precisión Vinai-Bertweet.

Modelo F1-Score

Vinai-Bertweet Adam 97.62
Vinai-Bertweet Adam + Regularizacion 98.18
Vinai-Bertweet Adamax 97.85
Vinai-Bertweet Adamax + Regularizacion 97.05

Tabla 3.11: Modelos propuestos Vinai-Bertweet.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.22: Matrices de confusión Vinai-Bertweet.



72 3.3. Estudio y resolución del problema

Roberta-Twitter-Cardiffnlp

Para este modelo se ha utilizado únicamente el preprocesado recomenda-
do por los propios autores en su espacio de HuggingFace. Este preprocesado
únicamente sustituye los nombres de usuario de Twitter por ‘@user’ y las
URL por ‘http’.

Como se puede observar en las curvas de aprendizaje y de pérdida de las
figuras 3.23, 3.24 el proceso de aprendizaje de los 4 modelos es bueno y no
conlleva a un sobreajuste significativo.

En la tabla 3.12 observamos que para el modelo de Cardiff, la mejor
configuración es la que utiliza el optimizador Adam únicamente. Si bien
todos los modelos obtienen buenos resultados, la versión que utiliza Adam
únicamente logra un 0,1 puntos más de F1-score con respecto al segundo
mejor modelo (Adam junto a regularización en las capas), por lo que si bien
la diferencia es mı́nima, es suficiente para observar que la configuración con
Adam es mejor. Esta diferencia se traduce en que el mejor modelo falla en
51 noticias de 2140 mientras que el segundo mejor falla en 53, tal y como se
puede observar en las matrices de confusión de la figura 3.25. Además cabe
destacar, que tal y como se puede observar en las matrices de confusión, en
este modelo hay una clara predominancia a falsos positivos.

(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.23: Curvas de perdida Cardiff.

https://huggingface.co/cardiffnlp/twitter-roberta-base-mar2022
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.24: Curvas de precisión Cardiff.

Modelo F1-Score

Cardiff Adam 97.62
Cardiff Adam Regularización 97.52
Cardiff Adamax 97.05
Cardiff Adamax Regularización 95.89

Tabla 3.12: Modelos propuestos Cardiff.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.25: Matrices de confusión Cardiff.
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Digital-Epidemology-V2

Como preprocesado para este modelo, se han pasado todas las palabras
a minúsculas, se ha sustituido los URL por el token $URL$ y los hashtag
por el token $HASHTAG$.

Como se puede observar en las curvas de aprendizaje y de pérdida de las
figuras 3.26, 3.27 el proceso de aprendizaje de las 4 configuraciones es bueno
y no conlleva a un sobreajuste significativo.

En la tabla 3.13 observamos que para el modelo de Digital-Epidemology-
V2, la mejor configuración es la que utiliza el optimizador Adamax única-
mente. Si bien todos los modelos obtienen buenos resultados, la versión que
utiliza Adamax únicamente logra un 0,09 puntos más de F1-score con res-
pecto al segundo mejor modelo (Adam), por lo que si bien no es una gran
diferencia, es suficientemente apreciable. Esta diferencia se traduce en que
el mejor modelo falla en 37 noticias de 2140 mientras que el segundo mejor
falla en 53, tal y como se puede observar en las matrices de confusión de la
figura 3.28.

(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.26: Curvas de perdida Digital-Epidemology-V2.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.27: Curvas de precisión Digital-Epidemology-V2.

Modelo F1-Score

V2 covid Adam 98.32
V2 covid Adam Regularización 97.52
V2 covid Adamax 98.41
V2 covid Adamax Regularización 98.27

Tabla 3.13: Modelos propuestos Digital-Epidemology-V2.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.28: Matrices de confusión Digital-Epidemology-V2.
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COVID-SciBert

Como preprocesado para este modelo, se han pasado todas las palabras a
minúsculas ya que el modelo lo requiere al ser un modelo que trata todas las
palabras como minúsculas y además se ha sustituido los URL por el token
$URL$.

Como se puede observar en las curvas de aprendizaje y de pérdida de
las figuras 3.29, 3.30 el proceso de aprendizaje de los 4 modelos es bueno y
no conlleva a un sobreajuste significativo. En la tabla 3.14 observamos que
para el modelo Vinai-Bertweet, la mejor configuración es la que utiliza el
optimizador Adam junto al que utiliza el optimizador Adamax obteniendo
ambas configuraciones 97.80 de F1-score.

Si bien ambas configuraciones obtienen el mismo valor de F1-score como
se puede observar en las matrices de confusión de la figura 3.31, el modelo
que utiliza Adam tiene una mejor matriz de confusión que el que utiliza
Adamax, es decir, no predomina entre falsos positivos o falsos negativos,
por lo que se escoge la configuración que utiliza Adam como la mejor al ser
más robusta.

(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.29: Curvas de perdida Sci-Bert.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.30: Curvas de precisión Sci-Bert.

Modelo F1-Score

Sci-Bert covid Adam 97.80
Sci-Bert covid Adam + Regularizaciónn 97.75
Sci-Bert covid Adamax 97.80
Sci-Bert covid Adamax + Regularización 96.82

Tabla 3.14: Modelos propuestos Sci-Bert.
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(a) Adam (b) Adamax

(c) Adam + Regularización (d) Adamax + Regularización

Figura 3.31: Matrices de confusión Sci-Bert.
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Mejores modelos

Modelo base Versión Resultado

Roberta-Twitter-Cardiffnlp Adam 97.62
Sci-Bert Adam 97.80
Vinai-BERTweet-covid-cased Adam + Regularización 98.18
DigitalEpidemology-V2 Adamax 98.41

Tabla 3.15: Resultado tras los distintos Fine-Tuning de los modelos de
CONSTRAINT AAAI.

En la tabla 3.15 se pueden observar las mejores versiones de los fine-
tuning realizados. El modelo que mejor resultados nos aporta es el de Digital
Epidemology V2, es decir el mismo modelo que utiliza el equipo ganador de
la competición donde se presenta el conjunto de datos[32, 31].

Aun aśı, como se puede observar tanto en los resultados como en las
matrices de confusión, todos los modelos logran una muy buena resolución
del problema, fallando únicamente en unas 40-60 noticias (de 2140) cada
uno de estos modelos como máximo. Además estos modelos por lo general
tienen un buen equilibrio entre falsos negativos y falsos positivos.

Por otro lado estos resultados presentados se logran con un modelo
más sencillo que el presentado por el equipo ganador de la competación:
“g2tmn”[17]. El equipo presenta un modelo basado en un Ensemble de 3
Fine-Tuning de este modelo de DigitalEpidemology-V2, logrando un F1-
score de 98, 69, lo que supone menos de un 0, 28 puntos de mejora con el
mejor modelado presentado en este trabajo. Si se compara el número de
noticias clasificadas incorrectamente, el modelo ganador de la competición
falla en 28 noticias, mientras que el mejor modelo presentado en este trabajo
falla en 47 noticias, es decir, una diferencia de 19 noticias teniendo en cuenta
que se evalúan 2140 noticias en total.

Por tanto los resultados son muy buenos considerando que tan solo se
ha logrado un modelo 2,89 puntos de F1-score peor que el mejor de la com-
petición y utilizando un modelo más simple. En la tabla 3.16 se pueden
observar los 10 mejores modelos de la competición entre los que se encuen-
tra el propuesto en este trabajo en sexta posición (nótese que hay 2 empates
por encima de este modelo).
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Puesto Usuario/Nombre del equipo F1-score

1 g2tmn 98.69
2 saradhix 98.65
3 xiangyangli 98.60
4 Ferryman 98.55
4 gundapusunil 98.55
5 DarrenPeng 98.46
5 maxaforest 98.46
6 fIlfA 98.41
7 dyh930610 98.36
8 abhishek17276 98.32

Tabla 3.16: Mejores 10 resultados de la competición de CONSTRAINT
AAAI.

3.4. Conclusiones

A lo largo de esta parte del trabajo se han trabajado con distintas versio-
nes de BERT y RoBERTa, modelos de lenguaje los cuales suponen el estado
del arte para el problema de clasificación de texto con PLN. Para ambos
conjuntos de datos se ha realizado un bateŕıa de 4 experimentos por cada
modelo probando distintas configuraciones de optimizadores y regularización
en capas de atención y dropout.

Para el conjunto de datos en Español, en total se han realizado 12 experi-
mentos, es decir, los 4 experimentos para los 3 modelos analizados, Roberta-
GOB, RobertaBIO y BETO. Entre estos 12 experimentos se ha obtenido el
mejor resultado con RobertaBIO utilizando el optimizador Adamax única-
mente. Este modelo dependiente del dominio con esta configuración obtiene
un F1-score de 73,77, lo que supone 2,89 puntos de diferencia con el mejor
modelo ganador de la competición. Aun aśı como ya se ha explicado an-
teriormente el mejor modelo de la competición logra este resultado con un
modelo considerablemente más complejo. Además comparando con el resto
de competidores, el modelo presentado en este trabajo obtiene una quinta
posición en la competición.

Por otro lado para el conjunto de datos en Español, en total se han rea-
lizado 16 experimentos, es decir, los 4 experimentos para los 4 modelos ana-
lizados, Sci-Bert, Roberta-Twitter-Cardiffnlp-Marzo2022, Vinai-Bertweet y
DigitalEpidemology-V2. Entre estos 16 experimentos se ha obtenido el me-
jor resultado con DigitalEpidemology-V2 utilizando el optimizador Adamax
únicamente. Este modelo dependiente del dominio con esta configuración
obtiene un F1-score de 98,41, lo que supone 0,28 puntos de diferencia con el
mejor modelo ganador de la competición. Aun aśı como ya se ha explicado
anteriormente el mejor modelo de la competición logra este resultado con un
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modelo considerablemente más complejo, en concreto, utiliza un triple En-
semble de 3 modelos de DigitalEpidemology-V2. Además comparando con
el resto de competidores, el modelo presentado en este trabajo obtiene una
sexta posición en la competición.
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Caṕıtulo 4

Análisis

Si bien el principal bloque de trabajo de este TFG es la resolución del
problema de detección de fake news utilizando modelos que suponen el es-
tado del arte para el PLN, la creación de una interfaz cómoda para que el
usuario pueda comprobar la veracidad de las noticias s otro bloque impor-
tante de este trabajo.

Por tanto para mostrar el uso y funcionamiento de los modelos, y además
presentar una aproximación a un sistema de detección de fake news, se ha
decidido desarrollar una aplicación web para la detección de fake news.

A lo largo de este caṕıtulo realizará el análisis del sistema, desde la
declaración de los requisitos funcionales, los diagramas de casos de uso junto
a la descripción de los actores y casos de uso involucrados y finalmente los
diagramas de secuencia.

En primer lugar en la Sección 4.1 se presentan los requisitos funcionales
que ha de tener la interfaz web. Posteriormente en la Sección 4.2 se mos-
trarán los casos de uso junto a sus descripciones y las de los actores y los
correspondientes diagramas de secuencia de estos casos de uso.

4.1. Requisitos funcionales

Con la descripción de los siguientes requisitos funcionales se define el
funcionamiento del sistema, es decir, que debe de ser capaz de realizar el
sistema. Por tanto los requisitos funcionales que debe contar el sistema una
vez terminado son los siguientes:

1. Predecir si una noticia es fake news o no dada una entrada de texto.

2. Descargar modelo de lenguaje utilizado.
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4.2. Diagrama de casos de uso

En primer lugar, en la figura 4.1 se presenta un diagrama de casos de
uso, con los distintas funcionalidades que tendrá la interfaz web. Como se
puede observar hay 2 actores, un “Usuario común” y un “Cient́ıfico de da-
tos” el cual como se puede observar por la flecha discontinua, es un caso
espećıfico de “Usuario común”. Por otro lado tan solo hay 2 casos de uso los
cuales realizan los 2 requisitos funcionales del sistema, “Predecir noticia” y
“Descargar modelo”.

Figura 4.1: Diagrama de casos de uso.

4.2.1. Descripción de los actores

En primer lugar se presenta una descripción de los potenciales actores
que interactuaŕıan con la interfaz web. Estos son un “Usuario común” y un
“Cient́ıfico de datos” los cuales se describen a continuación.
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Actor Usuario común ACT-1

Descripción Usuario común con habilidades básicas de informática
y redes sociales.

Caracteŕısticas Tiene un conocimiento básico de informática. Tiene un
buen manejo de aplicaciones web como usuario. No tiene
conocimientos espećıficos de Inteligencia Artificial.

Relaciones

Referencias Predecir noticia

Autor Santiago
González
Silot

Fecha 24/03/22 Versión 1.0

Tabla 4.1: Descripción del actor “Usuario común”.

Actor Cient́ıfico de datos ACT-2

Descripción Usuario con habilidades avanzadas de informática, cien-
cia de datos y PLN.

Caracteŕısticas Tiene un conocimiento avanzado de informática, ciencia
de datos y PLN. Es capaz de elegir que modelo es más
adecuado para su uso. Puede realizar ciertas acciones
exclusivas.

Relaciones Es un caso espećıfico de Usuario común.

Referencias Predecir noticia, Descargar modelo

Autor Santiago
González
Silot

Fecha 24/03/22 Versión 1.0

Tabla 4.2: Descripción del actor “Cient́ıfico de datos”.
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4.2.2. Descripción de los casos de uso

A continuación se muestra la narrativa de los casos de usos del siste-
ma. Con esto se presenta una descripción básica del caso de uso como la
identificación de los pasos que constan el curso normal del caso de uso.

Caso de Uso Descargar modelo CU-1

Actores Cient́ıfico de Datos

Tipo Primario

Referencias

Precondición Tener suficiente espacio de almacenamiento en el orde-
nador personal

Postcondición El usuario obtiene el archivo del modelo que desea des-
cargar.

Autor Santiago
González
Silot

Fecha 24/03/22 Versión 1.0

Propósito

Descargar un modelo entre los disponibles.

Resumen

Cient́ıfico de datos solicita el modelo en uso para su posterior descarga.

Curso Normal

1 Cient́ıfico de datos: Solicita la
descarga del modelo.

2 Proporciona el acceso a la des-
carga.

3 Cient́ıfico de datos: Descarga
y guarda el archivo en su or-
denador.

Otros datos

Frecuencia esperada Alta Rendimiento Menos de 1 minuto

Importancia Alta Urgencia Moderada

Estado Estabilidad Moderada

Tabla 4.3: Descripción del CU-1 Descargar modelo.
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Caso de Uso Predecir noticia CU-2

Actores Usuario común

Tipo Primario

Referencias

Precondición

Postcondición El usuario obtiene la predicción de la noticia introducida.

Autor Santiago
González
Silot

Fecha 24/03/22 Versión 1.0

Propósito

Predecir la veracidad de una noticia.

Resumen

Usuario introduce una noticia y recibe el resultado de su veracidad.

Curso Normal

1 Usuario común: Solicita la pre-
dicción de la noticia

2 Muestra las opciones para la
predicción

3 Usuario común: Elige la op-
ción que desea

4 Muestra la casilla para intro-
ducir el texto

5 Usuario común: Introduce el
texto

6 Calcula la predicción y devuel-
ve el resultado

Otros datos

Frecuencia esperada Alta Rendimiento Menos de 1 minuto

Importancia Alta Urgencia Moderada

Estado Estabilidad Moderada

Tabla 4.4: Descripción del CU-2 Predecir noticia.
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4.2.3. Diagramas de secuencia del sistema

Finalmente para mostrar aun mayor detalle sobre los casos de uso, se
muestran a continuación los diagramas de secuencia de los casos de uso
correspondientes. En estos diagramas de secuencia se muestran las ĺıneas de
vida de los procesos y los mensajes intercambiados entre ellos.

Figura 4.2: DSS-Predecir noticia.

Figura 4.3: DSS-Descargar Modelo.



Caṕıtulo 5

Diseño

Una vez realizado todo el análisis necesario para el desarrollo de la apli-
cación web, el siguiente paso en un proceso de ingenieŕıa del software es el
de diseñar la arquitectura, componentes software e interfaz de la aplicación.
Es un proceso clave para realizar un sistema de calidad y con una buena
escalabilidad para posteriores mejoras y adiciones al sistema.

Por tanto en la Sección 5.1 se muestra el diseño de la arquitectura softwa-
re junto a las componentes software. Finalmente en la Sección 5.2 se realiza
un boceto inicial de la interfaz para posteriormente mostrar la interfaz final.

5.1. Diseño de la arquitectura

Durante el diseño de la arquitectura del sistema, se han analizado 2
posibilidades principales para la implementación de la aplicación web de
detección de fake news. Estas 2 posibilidades se analizan a continuación.

1. La primera opción es el desarrollo de un sistema con la capacidad de
se ser re-entrenado y utilizarlo en producción.

2. La segunda opción es la utilización del sistema cargándose en memoria
tras una serialización previa.

Si bien la primera opción da mayor funcionalidad y permite que el siste-
ma pueda ser entrenado, la segunda opción tiene una implementación más
sencilla y simple dadas las condiciones de tiempo y capacidad de compu-
tación disponibles durante el desarrollo de este trabajo. Además, atendien-
do al objetivo del trabajo, la segunda opción lo cumple en su totalidad, ya
que se busca desarrollar un sistema para la detección de fake news, es decir,
que el sistema de la opción de predecir la veracidad de la noticiad y esto la
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segunda opción lo cumple totalmente. Cabe destacar que si el usuario de-
sease entrenar el modelo tiene la posibilidad de descargarlo desde la propia
aplicación web para posteriormente entrenarlo.

5.1.1. Diseño de las componentes software

A continuación se procede a mostrar el diagrama de clases de la apli-
cación web junto a la explicación y justificación de las distintas decisiones
tomadas.

Figura 5.1: Diagrama de clases del sistema.

Para esta aplicación se ha decidido contar con 3 clases software las cuales
se describen a continuación:

• Preprocesador: Esta clase software se encarga de realizar el pre-
procesado necesario dado el modelo de BERT que se esté utilizando.
Además también realiza la tokenización y truncamiento necesario para
BERT. Para ello utiliza la API de HuggingFace para obtener la última
versión disponible del tokenizador del modelo base.

• Clasificador: Esta clase software se encarga de cargar en memoria el
modelo de BERT dado un archivo serializado según el modelo que se
vaya a utilizar. Además también incluye la funcionalidad de predecir
la noticia dada una entrada correctamente preprocesada.

• Modelo: Esta clase software es la principal del sistema, consiste de 2
atributos principales los cuales son un objeto de la clase Preprocesador
y de la clase Clasificador. Todas las llamadas que realiza la aplicación
web son a través de esta clase. Se basa en un constructor que inicializa
el Preprocesador y el Clasificador pasando como argumento si se va a
predecir una noticia en español o inglés y de una función para predecir
que se encarga de preprocesar el texto utilizando el Preprocesador
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y de predecir utilizando el Clasificador. Finalmente devuelve como
resultado un dato de tipo string según la veracidad de la noticia.

Por tanto con esta arquitectura y componentes software, se tiene un
sistema que cumple totalmente con los objetivos y además, dado el diseño
orientado a objetos utilizado durante su desarrollo, este sistema está pensado
para la futura incorporación de distintos modelos de BERT o RoBERTa u
otros modelos del lenguaje. Además también seŕıa posible agregar nuevos
idiomas y preprocesados para el texto. Por tanto se ha logrado desarrollar
un sistema con una gran escalabilidad.

5.1.2. Diagramas de secuencia del sistema

Si bien en el caṕıtulo anterior se definieron dos diagramas de secuencia
los cuales corresponden a los dos casos de uso del sistema, en este caṕıtulo se
muestran la versión de dichos diagramas para la fase de diseño, visualizándo-
se la vida de los objetos involucrados en cada caso de uso. A continuación
en la figura 5.2 se puede observar el diagrama de secuencia de “Predecir
noticia” y en la figura 5.3 el diagrama de secuencia de “Descargar mode-
lo”. Como se puede observar, la implementación es más clara y simplificado
gracias al uso de las distintas clases software explicadas anteriormente.

Caso de uso Predecir noticia

Para este diagrama de secuencia como se puede observar en la figura 5.2,
el usuario elige si va a predecir noticias según las distintas opciones, es decir,
según el idioma. Posteriormente introduce en la vista el texto a predecir. La
vista solicita la predicción al controlador, el cual a su vez se lo solicita al
modelo. El modelo en primer lugar preprocesa el texto con una llamada al
preprocesador. Una vez preprocesado introduce el input al clasificador el
cual devuelve la predicción numérica. Finalmente el modelo transforma esta
predicción numérica a un string y se la devuelve al controlador y finalmente
aparece en la vista en un recuadro de texto.

Caso de uso Descargar modelo

Este diagrama de secuencia a diferencia del anterior es considerablemente
más sencillo ya que tan solo actúan la vista y el controlador. Como se puede
observar en la figura 5.3, el usuario solicita la descarga del modelo a la vista,
la vista solicita el modelo al controlador el cual devuelve la ruta de descarga.
Finalmente el archivo comienza a descargarse en el navegador web en el que
se esté ejecutando la vista.
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Figura 5.2: DSS de diseño - Predecir noticia.

Figura 5.3: DSS de diseño - Descargar modelo.

5.2. Diseño de la interfaz

En primer lugar como se puede observar en la figura 5.4, el objetivo de
esta interfaz web es que sea limpia, clara, fácil de entender y minimalista.
Por ello desde la fase de diseño se ha intentado eliminar botones y opciones
innecesarias las cuales no aportasen una mayor calidad a la aplicación. Cabe
destacar que la elección del color morado para alguna de las letras se debe
a que es la combinación del color azul y rojo, colores los cuales suelen aso-
ciarse con verdadero y falso, respectivamente. Finalmente el resultado tras
la implementación es el que se puede observar en la figura 5.5

Además como se puede observar en la figura 5.6 se ha agregado una
página principal la cual muestra 3 opciones para elegir, las cuales son las 2
versiones de detección de fake news tanto para inglés como para español y
un enlace al Github personal. Además como se puede apreciar en las figuras
5.7 los enlaces responden al posar el ratón en el enlace.



Figura 5.4: Boceto de la página principal.

Figura 5.5: Resultado final de página principal.
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Figura 5.6: Resultado final de página inicial.
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(a) Activación 1

(b) Activación 2

(c) Activación 3

Figura 5.7: Captura de las distintas activaciones de los enlaces de la página
inicial.
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Caṕıtulo 6

Implementación y Pruebas

Una vez analizado el problema de detección de fake news y decidido
el diseño de sistema, se procede a explicar la implementación realizada del
sistema en śı.

Además para comprobar el correcto funcionamiento del sistema de de-
tección de fake news se van a desarrollar distintas pruebas t́ıpicas utilizadas
en procesos de ingenieŕıa del software. Con esto se dará por finalizado todo
el trabajo relacionado con el sistema de detección de fake news.

Por tanto en la Sección 6.1 se explicará como se ha implementado el
sistema. Finalmente en la Sección 6.2 se explicarán las pruebas realizadas
para comprobar el correcto funcionamiento del sistema.

6.1. Implementación

Para la realización de la aplicación web se ha optado por un patrón
Modelo-Vista-Controlador, utilizando Python con Flask1 para el apartado
del modelo y controlador y HTML con CSS para el apartado de la vista.
Se ha decidido utilizar esta arquitectura y estos lenguajes ya que es una
combinación t́ıpica a la hora de implementar aplicaciones web para modelos
de Machine Learning de forma cómoda y sencilla atendiendo a la necesidad
básica de la aplicación de solicitar al modelo de Machine Learning que haga
una predicción dada una entrada.

Ya que se ha optado por el diseño orientado a objetos explicado en el
caṕıtulo de diseño, se ha decidido separar cada clase en un archivo distinto
con el mismo nombre de la clase y un archivo principal llamado “app.py”
el cual corresponde al controlador de la aplicación web, el cual está ges-
tionado con Flask. Además se han introducido todos lo archivos HTML en

1https://flask.palletsprojects.com/en/2.1.x/
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su correspondiente carpeta “templates”, los CSS en su carpeta “static” y
finalmente los modelos serializados se han guardado en la carpeta “models”.
Esta estructura de ficheros se puede observar en la figura 6.1.

Toda la aplicación web junto al notebook de Python utilizado para el
desarrollo de los modelos se encuentra disponible en el siguiente enlace de
Github.

Figura 6.1: Estructura de ficheros.

6.2. Pruebas

Para comprobar el correcto funcionamiento del sistema se realizará un
conjunto de pruebas de caja negra las cuales comprobarán las distintas en-
tradas que puede tener el sistema y la idoneidad de la salida que este ofrece.
En concreto se realizarán tres pruebas de caja negra para el requisito funcio-
nal “predecir noticia” y una prueba de caja negra para el requisito funcional
“descargar modelo”.

6.2.1. Predecir noticia

Prueba 1. Introducción de una entrada de texto vaćıa.

La primera prueba de caja negra para este requisito funcional consis-
tirá en introducir un texto en blanco para comprobar si el sistema intenta

https://github.com/sgonzalezsilot/WebAppTFG
https://github.com/sgonzalezsilot/WebAppTFG


Implementación y Pruebas 103

predecir la noticia o bien avisa al usuario de que ha de introducir al me-
nos una palabra. Como se puede observar en la figura 6.2 el sistema avisa
correctamente al usuario frente a una entrada vaćıa.

Figura 6.2: Prueba del requisito “Predecir noticia” - Prueba 1.

Prueba 2. Introducción de una noticia falsa.

La segunda prueba de caja negra para este requisito funcional consis-
tirá en introducir una noticia falsa para comprobar si el sistema predice
correctamente la noticia y notifica al usuario correctamente. Como se puede
observar en la figura 6.3 el sistema notifica correctamente al usuario que la
noticia es falsa.
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(a) Antes de introducir la noticia.

(b) Después de introducir la noticia.

Figura 6.3: Prueba del requisito “Predecir noticia” - Prueba 2.
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Prueba 3. Introducción de una noticia verdadera.

La tercera prueba de caja negra para este requisito funcional consistirá
en introducir una noticia verdadera para comprobar si el sistema predice
correctamente la noticia y notifica al usuario correctamente. Como se puede
observar en la figura 6.4 el sistema notifica correctamente al usuario que la
noticia es verdadera.

(a) Antes de introducir la noticia.

(b) Después de introducir la noticia.

Figura 6.4: Prueba del requisito “Predecir noticia” - Prueba 3.
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6.2.2. Descargar modelo

Prueba 4. Descarga del modelo correcto.

La primera y única prueba de caja negra para este requisito funcional
consistirá en solicitar al sistema la descarga del modelo que está utilizando,
a fin de ver si el sistema logra descargar el modelo que está utilizando y
no el del otro idioma. Como se puede observar en la figura 6.5 el sistema
descarga correctamente el modelo del idioma que está utilizando.

(a) Antes de pulsar el botón. (b) Después de pulsar el botón.

(c) Antes de pulsar el botón. (d) Después de pulsar el botón.

Figura 6.5: Prueba del requisito “Descargar modelo” - Prueba 4.

6.3. Conclusiones

A lo largo de esta segunda parte del trabajo se ha desarrollado una
aplicación web para comprobar el correcto funcionamiento de los modelos y
a su vez presentar al usuario una forma cómoda de interactuar con ellos. Se
ha desarrollado esta aplicación web siguiendo un proceso t́ıpico de ingenieŕıa
del software.

En primer lugar en el análisis se han definido los requisitos y los distintos
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diagramas UML que definen el sistema. Posteriormente se ha tratado el
diseño de la arquitectura del sistema y las distintas componentes software.
Además se ha realizado a su vez el diseño de la interfaz web. Finalmente
en este caṕıtulo se han tratado los distintos detalles de implementación del
sistema junto a las pruebas de caja negra las cuales validan y verifican el
correcto funcionamiento del sistema.

Por tanto, con todo esto se ha presentado una solución web para el
usuario común para la detección de noticias tanto en inglés como en español.





Parte III

Conclusiones finales

109





Caṕıtulo 7

Conclusiones y trabajo
futuro

Para finalizar el trabajo se han de analizar los resultados obtenidos y
compararlos en función de los objetivos, con esto se podrá saber por un lado
si se han cumplido y por otro poder analizar cual es el trabajo futuro que se
ha de realizar para seguir avanzando en la tarea de detección de fake news.

En este caṕıtulo final del trabajo se comentarán las conclusiones del
trabajo en la Sección 7.1 además de posibles trabajos futuros en la Sección
7.2.

7.1. Conclusiones

Si bien la tarea de detección de fake news es una tarea amplia y en cons-
tante avance e investigación, en este trabajo se han analizado los distintos
puntos clave de este problema para su resolución.

• En primer lugar se ha realizado un análisis de los principales conjun-
tos de datos disponibles para la detección de noticias falsas. Tras este
análisis se puede observar la necesidad de la creación de más y mas
grandes conjuntos de datos por parte de la comunidad cient́ıfica. Aun-
que el principal problema se debe a que es una tarea laboriosa al ser
necesaria la anotación manual de la veracidad de las noticias.

Además, muchos de los conjuntos de datos existentes no se centran
en detectar la veracidad analizando el texto si no utilizando diversas
caracteŕısticas, como la fuente de la noticia, relación del titular con el
cuerpo u otras técnicas.

Si bien es relativamente escaso el número y calidad de los conjuntos
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de datos disponibles para la detección de fake news, el problema se ve
intensificado si se refiere a noticias en castellano, ya que el número de
estos conjuntos de datos es menor aún y muchos de ellos incluyendo
erróneamente como fake news noticias de ı́ndole sat́ırica.

• En segundo lugar se han construido una serie de modelos tanto para un
conjunto de datos en español como para uno en inglés. Estos modelos
representan el estado del arte tanto del PLN como de la detección de
fake-news al estar utilizando modelos potentes y robustos como lo son
BERT y RoBERTa.

En el caso del conjunto de datos en inglés (CONSTRAINT AAAI) si
bien no se logra mejorar el resultado del ganador de la competición:
98.69% de F1-score (obtenido con un triple Ensemble de modelos de
BERT), se logra obtener un resultado muy cercano: 98.41% con un
modelo mucho más sencillo como lo es el fine-tuning realizado.

En el caso del conjunto de datos en español (IberLEF) tampoco se
logra mejorar el resultado del ganador de la competición: 76,66% de
F1-score (obtenido con un modelo de alta complejidad, explicado en
la Sección 3.3.2), se logra obtener un resultado relativamente cercano:
73.77% con un modelo mucho más sencillo como lo es el fine-tuning
realizado.

• Finalmente, con el fin de presentar los resultados del proyecto y su
correcto funcionamiento, se ha desarrollado una aplicación web y se ha
probado su correcto funcionamiento, y se ha presentado como solución
para el usuario común para la detección de fake news tanto en inglés
como en español. Toda la aplicación web junto al notebook de Python
utilizado para el desarrollo de los modelos se encuentra disponible en
el siguiente enlace de Github1.

7.2. Trabajo futuro

En esta sección se abordan los posibles trabajos futuros relacionados
tanto con la investigación e implementación de modelos de Deep Learning
para la tarea de detección de fake news como para posibles mejoras de
la interfaz web implementada para visualizar el funcionamiento de estos
modelos. A continuación se describen estos posibles trabajos futuros.

• Creación de un modelo cross-lingue . Ya que en la sociedad actual
cada vez es más común el conocimiento de más de un idioma, y más en
concreto del inglés y el español en conjunto, se propone como posible

1https://github.com/sgonzalezsilot/WebAppTFG

https://github.com/sgonzalezsilot/WebAppTFG
https://github.com/sgonzalezsilot/WebAppTFG
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trabajo futuro la implementación de un modelo cross-lingue el cual
sea capaz de detectar noticias tanto en inglés como en español. Una
posible aproximación seŕıa utilizando un modelo XLM-BERT.

• Creación de un modelo de lenguaje propio. Si bien durante este
trabajo se han utilizado distintos modelos de BERT entrenados por
distintas empresas, universidades y organizaciones, otro paso para in-
tentar lograr mejores resultados seŕıa la creación de un modelo propio
de BERT. Para esto se debeŕıa de utilizar una gran cantidad de datos
y entrenar el modelo base de BERT con estos datos durante un gran
periodo de tiempo, lo cual es el principal motivo por el que no se ha
decidido incluir este apartado en este trabajo.

• Mejora de la evaluación, análisis y comparación de modelos
de lenguaje. Si bien se han realizado en total 28 pruebas con distintos
modelos de BERT y RoBERTa y distintas configuraciones, un posible
trabajo futuro seŕıa la inclusión de más modelos de BERT y RoBERTa
a este conjunto de pruebas junto al uso de otro tipo de optimizador
los cuales también aportan buenos resultados para Embeddings como
puede ser AdamW [25].

• Predicción de noticias a través de URL. En la interfaz web pre-
sentada, se permite únicamente la introducción de noticias a través de
una caja de texto. Una posible mejora es la inclusión de la posibilidad
de detección de fake news a través del identificador URL del tweet
o noticia en cuestión. Para ello seŕıa necesario el uso de la API de
Twitter2 y de un el desarrollo de un software de web-scrapping.

2https://developer.twitter.com/en/docs

https://developer.twitter.com/en/docs
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Revista latina de comunicación social, (78):359–391, 2020.

[39] Victoria L Rubin, Yimin Chen, and Nadia K Conroy. Deception detec-
tion for news: three types of fakes. Proceedings of the Association for
Information Science and Technology, 52(1):1–4, 2015.

[40] James Rumbaugh, Ivar Jacobson, and Grady Booch. Unified Mode-
ling Language Reference Manual, The (2nd Edition). Pearson Higher
Education, 2004.

[41] Kai Shu, Deepak Mahudeswaran, Suhang Wang, Dongwon Lee, and
Huan Liu. Fakenewsnet: A data repository with news content, social
context, and spatiotemporal information for studying fake news on so-
cial media. Big data, 8(3):171–188, 2020.

[42] Kai Shu, Amy Sliva, Suhang Wang, Jiliang Tang, and Huan Liu. Fake
news detection on social media: A data mining perspective. SIGKDD
Explor. Newsl., 19(1):22–36, sep 2017.

[43] Chi Sun, Xipeng Qiu, Yige Xu, and Xuanjing Huang. How to fine-tune
bert for text classification? In China national conference on Chinese
computational linguistics, pages 194–206. Springer, 2019.



BIBLIOGRAFÍA 119
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