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Objetivos y metodología

El objetivo general de la investigación cuyos resultados se recogen en esta
tesis doctoral es el de diseñar y validar un modelo para el análisis de ma-
trices de proximidades asimétricas de un modo, que combine las ventajas
metodológicas y procedimentales de los modelos de ecuaciones estructurales
con variables latentes para la estimación de parámetros, con los procedimien-
tos del escalamiento multidimensional de estructuras mediante proximidades
bajo transformaciones admisibles, para la representación espacial de los datos
en espacios de baja dimensión.

Objetivos especí�cos

1. Especi�car el modelo de ecuaciones estructurales (SEM) que exprese
teóricamente las relaciones entre los datos y su representación espacial.

2. Lograr la identi�cación de los parámetros del modelo según la satisfac-
ción de condiciones necesarias y su�cientes para la identi�cación o con
base a procedimientos algebraicos.

3. Diseñar un algoritmo alternante basado en el algoritmo SMACOF que
en una fase estime los parámetros del modelo estructural y en la otra
fase estime el espacio MDS que explique lo mejor posible las disimila-
ridades transformadas.

4. implementar un experimento simulado que recoja los escenarios más co-
munes de la investigación empírica en el ámbito teórico del modelo que
permita evaluar su desempeño comparativo e identi�car sus fortalezas
y debilidades.
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5. Evaluar el desempeño del modelo con datos reales con el objeto de
construir un juicio informado acerca de las ocasiones de investigación
en las que el modelo pueda resultar de utilidad.

Estrategias metodológicas

El logro de los objetivos especí�cos requirió el diseño y desarrollo de las
estrategias metodológicas que se exponen a continuación.

Estrategias desarrolladas para lograr el objetivo 1

1. De�nición del concepto de especi�cación que se ajustara a nuestra pers-
pectiva investigativa: Es el primer paso en el desarrollo de un modelo
como una herramienta intelectual para aproximarse a la comprensión
de una realidad particular de interés cientí�co para el investigador, y
consiste en decidir cuáles variables pueden cuanti�car y/o cuali�car
de manera mas sistemática y sistémica las distintas dimensiones de la
realidad de interés y recoge la perspectiva teórica del investigador en
un conjunto de relaciones entre dichas variables.

2. Revisión exhaustiva de la literatura cientí�ca referida a los modelos
MDS para datos asimétricos, considerando cuáles podían ser aplicados
en el ámbito de nuestro interés. Análisis y discusión de las fortalezas y
debilidades de esos modelos, reportadas en la literatura cientí�ca.

3. Establecimientos de la direccionalidad de las relaciones del componen-
te estructural del modelo y las restricciones necesarias para que este
componente pueda funcionar conjuntamente con el componente MDS.

Estrategias desarrolladas para lograr el objetivo 2

1. Revisión de la literartura para establecer las restricciones teoricamente
plausibles en el contexto de la investigación, para lograr un modelo
sobreidenti�cado.

2. desarrollo de procedimientos algebraicos para establecer la identi�ca-
ción del modelo.
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Estrategias desarrolladas para lograr el objetivo 3

1. Realización de las comprobaciones matemáticas y procedimentales a
los �nes de modi�car el algoritmo SMACOF de manera de dar cabida
a la representación de matrices no simétricas en el algoritmo SEMDS
propuesto, sin perder las capacidades de decrecimiento y convergencia.

2. Análisis de las distintas funciones para la estimación de parámetros
en SEM de manera de seleccionar la más conveniente en el sentido de
que conjuntamente con la función de pérdida de mínimos cuadrados de
MDS, produzca una sucesión de valores del STRESS decreciente y de
convergencia rápida.

3. Comprobación de funcionamiento del algoritmo con datos reales y arti-
�ciales �jando los parámetros del componente estructural para obtener
los mismos resultados de SMACOF

Estrategias desarrolladas para lograr el objetivo 4

1. Revisión exhaustiva de la comunicación cientí�ca en el ámbito de la
representación de disimilaridades asimétricas, con el �n de determinar
las situaciones más comunes de investigación empírica que permitiera
de�nir los parámetros adecuados para las pruebas de desempeño del
modelo con datos arti�ciales.

2. Realizar el experimento de simulación con todos los escenarios posibles
derivados de los resultados obtenidas de la estrategia anterior, con un
número de replicas similar a los estudios de simulación reportados en
la literatura cientí�ca.

Estrategias desarrolladas para lograr el objetivo 5

1. revisión exhaustiva de la literartura cientí�ca para determinar varios
conjuntos de datos reales en el contexto de aplicabilidad del modelo
SEMDS propuesto, para realizar análisis comparativos del desempeño
del modelo SEMDS.

2. Análsis detallado de los resultados del desempeño comparativo del mo-
delo MDSEM, para determinar debilidades, fortalezas y requerimientos
para su aplicación.
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Capítulo 1

Introducción

Esta investigación trata el problema de la representación de datos asi-
métrica con técnicas de análisis multidimensional de estructuras mediante
proximidades o Multidimensional Scaling (MDS).

El insumo básico del MDS es una matriz simétrica cuyas entradas co-
rresponden a alguna medida de proximidad, pi,j, entre los objetos i y j. El
MDS intenta representar tales proximidades como distancias entre puntos en
un espacio de baja dimensión, por lo general un espacio Euclidiano conocido
como el espacio MDS, de tal forma que los pares de objetos percibidos como
muy similares son representados mediante puntos cercanos entre si. La sime-
tría aparece al suponer que la proximidad del objeto i al objeto j es la misma
que la del objeto j al objeto i. Este supuesto permite representar completa-
mente a las proximidades como distancias entre los puntos en el espacio MDS
(Borg y Groenen, 2005 pág. 495). Varios enfoques han sido desarrollados pa-
ra el análisis de medidas de proximidad simétricas, algunos de los cuales son
presentados de manera sucinta en este trabajo.

Sin embargo, en muchas ocasiones la simetría no está presente cuando
se recolectan los datos y se construyen las proximidades. Es posible que las
desviaciones de la simetría obedezcan a �uctuaciones estadísticas que generan
errores aleatorios. En este caso, la práctica común es promediar las entradas
(i,j) y (j,i) de la matriz de proximidades original para construir una matriz
simétrica sobre la cual realizar un análisis MDS simétrico. Así, si la matriz
original es A = (aij), donde por lo general aij ̸= aji, entonces la matriz sobre
la cual se llevaría a cabo el análisis podría ser:

∆ = (δij)
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con
δij =

aij + aji
2

.

Es posible también que las asimetrías aparezcan como producto de alguna
clase de sesgo en las mediciones de las proximidades, como ocurre en algunos
experimentos en el contexto de la Teoría de los Niveles Conceptuales (CLT)
(Trope et.al., 2007). Si la asimetría es el resultado de errores sistemáticos,
podría ser evitada con diseños experimentales convenientes o eliminada en la
fase de análisis preliminar de los datos.

En otras situaciones sin embargo, la asimetría tiene un efecto signi�cati-
vo sobre la estructura interna de los datos y en consecuencia no puede ser
descartada como el resultado de errores de medición. Saito y Yadohisa (2005,
pág. 104) identi�ca dos casos en los que la asimetría es de interés para ex-
plicar la distribución de las proximidades y debería ser considerada en la
construcción del espacio MDS.

En el primero de los casos, la asimetría es una característica intrínseca a
la naturaleza de los datos. Un ejemplo típico surge en estudios de mercado
cuando se analiza la probabilidad de que un consumidor cambie entre bienes
sustitutivos. En tales casos, una medida común de proximidad entre los bienes
i y j, se construye sobre el conteo de consumidores que compran el bien j
cuando en la ocasión anterior compraron el bien i. Aquí, pi,j ̸= pj,i debido a
que, en general, el número de consumidores que migran del bien i al bien j
no es igual al número de consumidores que migran en sentido contrario.

Otro ejemplo surge en el ámbito de la sociometría al medir relaciones in-
terpersonales en un grupo social, a través de la matriz de valoración sociomé-
trica (sociometric rating). En las �las de esta matriz aparecen los individuos
como jueces mientras que en las columnas aparecen siendo juzgados. Así, el
individuo i podría expresar un mayor agrado (elección) o desagrado (recha-
zo) por el individuo j que al contrario, con lo cual volvería a darse la relación
pi,j ̸= pj,i. Muchos otros ejemplos aparecen también en estudios de tasas de
migración entre países, citaciones entre revistas cientí�cas, �ujos comerciales
entre países o �ujos de distribución insumo/producto entre industrias. En
casos como estos, no cabe esperar que la matriz de proximidades sea simétri-
ca con lo cual, no es apropiado considerar la no simetría como resultado de
errores aleatorios o sistemáticos. Por el contrario, las asimetrías observadas
son importantes para analizar la estructura interna de los datos y deben ser
consideradas para representar las proximidades en el espacio MDS.

El segundo caso aparece en experimentos diseñados para estudiar dife-
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rentes tipos de juicios psicológicos de proximidad, tales como medidas de
confusión estímulo-estímulo donde los sujetos juzgan si dos estímulos pre-
sentados ante ellos son iguales o diferentes, o confusión estímulo-respuesta
donde los sujetos deben identi�car al estímulo presentado. En el primer tipo,
la medida de confusión es el porcentaje de respuestas en las que un par de
estímulos diferentes, dados en un orden especí�co, son considerados iguales
(Shepard 1963, Wish 1967). Dados los estímulos i y j, el número de veces en
las que los sujetos los consideran iguales cuando son presentados en el orden
(i, j), por lo general es diferente al número de veces en las que los sujetos los
consideran iguales cuando son presentados en el orden (j, i). Si consideramos
la tasa de confusión como una medida de proximidad, entonces pij ̸= pji. Si
el juicio requerido es del tipo estímulo-respuesta, segundo tipo considerado
arriba, la medida de confusión es el porcentaje de veces en las que los indivi-
duos responden j cuando el estímulo presentado es i (i ̸= j) (Zilman y Heiser,
1996). El número de veces en las que los sujetos confunden al estímulo i con
el estímulo j es, por lo general, diferente al número de veces en las que los
sujetos confunden al estímulo j con el estímulo i. Con lo cual, una vez más,
pij ̸= pji.

Tradicionalmente, las desviaciones de la simetría incluidas en el segundo
caso han sido tratadas como errores aleatorios y en consecuencia, desestimada
al momento de construir la representación. Sin embargo, varios autores han
señalado la importancia de la asimetría en la investigación de los aspectos
complejos de los juicios de disimilaridad. Zeilman y Heiser (1996) consideran
que las confusiones aportan información acerca de la similaridad de los estí-
mulos. Otros han propuesto que las similaridades y disimilaridades dependen
de la atención (Shepard, 1964), del contexto y el marco de referencia (Tor-
gerson 1965, Sjöberg 1972) y que en general están conectadas con las tareas
cognitivas (Rosh, 1975).

Así, las confusiones que surgen en los juicios de similaridad y que son
la fuente de las asimetrías en las proximidades no deben ser consideradas
a priori como debidas solamente a ruido. Tales asimetrías, podrían ser el
resultado de aspectos de naturaleza sistemática que surgen en las relaciones
entre los datos analizados e ignorarlas podría resultar inapropiado para la
construcción del espacio MDS.

En este contexto, se propone un modelo de escalamiento multidimensional
para analizar datos de disimilaridad no simétricos que incorpora metodolo-
gías de los modelos de ecuaciones estructurales, SEM por sus siglas en inglés,
para estimar una matriz simétrica latente de proximidades como una función
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de las disimilaridades no simétricas observadas, al propio tiempo que los ob-
jetos son representados en un espacio de baja dimensión. La matriz simétrica
latente estimada, pondera de manera óptima las asimetrías de la matriz de
dismilaridades observadas y considera tal ponderación en la construcción del
espacio MDS. La estimación de la matriz de dismilaridad simétrica latente
y la representación de los estímulos en un espacio de baja dimensión son
el resultado de un procedimiento alternante que converge al espacio MDS.
Durante el proceso, las submatrices triangulares de la matriz asimétrica ob-
servada se consideran indicadores efecto de la matriz simétrica latente. El
modelo ha sido denominado Modelo MDSSEM.

Este capítulo continúa con una introducción a los fundamentos del MDS
con referencias breves a los tipos de datos y modelos propuestos para analizar
datos simétricos. El Capítulo 2 describe con cierto detalle los modelos pro-
puestos hasta la fecha para analizar proximidades asimétricas. El Capítulo 3
trata el tema de los modelos de ecuaciones estructurales. En el Capítulo 4 se
describe en detalle el modelo propuesto mientras que el Capítulo 4.5 discute
algunas aplicaciones tanto para datos simulados como para datos reales.

1.1. Conceptos Básicos del MDS

El MDS, es una denominación bajo la cual se agrupa a un conjunto de
técnicas que han sido diseñadas para desvelar la estructura interna de un
conjunto de datos a partir de su representación en un espacio geométrico de
baja dimensión, por lo general Euclidiano, conocido como el espacio MDS.
Los datos representan alguna medida de proximidad entre objetos, indivi-
duos, sujetos o estímulos, donde objeto se re�ere a cosas inanimadas como
revistas; individuo y sujeto suele referirse a personas o animales mientras que
estímulo normalmente se re�ere a entidades intangibles como percepciones o
juicios (Cox y Cox, 2001).

Una proximidad, que puede ser de similaridad o disimilaridad, es un nú-
mero que indica cuan similares o diferentes son los objetos o estímulos que
analizamos, tal como ellos existen en la realidad o como son percibidos por
los sujetos. Desde un punto de vista general, el término proximidad se asocia
al concepto de cercanía espacial, perceptual, temporal, cultural, económica o
en cualquier otro contexto. Las proximidades pueden ser correlaciones entre
respuestas a ítems, datos de comercio entre países, valoraciones de similari-
dad entre candidatos políticos, entre muchas más posibilidades en ámbitos
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como educación, sociología, economía, comercio, entre muchas otras.
La representación de las proximidades en el espacio MDS busca dar res-

puesta a preguntas del tipo: �¾Cómo de similares o diferentes son o nos pa-
recen los objetos que analizamos?�, �¾Qué factores determinan la estructura
de similaridad observada?� o �¾Qué características pueden deducirse de la re-
presentación de tales objetos en un espacio geométrico, que ayude a entender
cómo lo sujetos construyen sus juicios de similaridad?�.

Cuando se trata de estudios de percepción, el cual ha sido un dominio
tradicional del MDS, básicamente se busca determinar el número y la impor-
tancia relativa de las dimensiones o atributos que subyacen a la evaluación
de proximidad que hacen los individuos de un conjunto de estímulos y có-
mo éstos se relacionan perceptualmente cuando las medidas de proximidad
son proyectadas como distancias entre puntos en un espacio geométrico q-
dimensional. Así, el objetivo del MDS en este contexto es descubrir, más que
imponer, las dimensiones que subyacen a los juicios de proximidad. Por esta
razón, no se especi�can los atributos con respecto a los cuales los individuos
deben evaluar los estímulos, por el contrario, se espera que esta información
sea deducible del espacio MDS correspondiente. No obstante, se pueden re-
querir clases especí�cas de similaridad como similaridad política o cultural,
entre otras (Kruskal y Wish, 1978).

Un ejemplo del uso del MDS para explorar dimensiones subyacentes que
ayuden a explicar los juicios de proximidad, es la investigación de Wish (1971)
en la que se le pidió a un grupo de 18 individuos que establecieran una taza de
similaridad global entre pares de países empleando para ello una escala de 9
puntos, donde 1 equivale a �muy diferentes� y 9 equivale a �muy similares�. Se
presentaron 12 naciones y no se instruyó a los individuos sobre los atributos
que deberían emplear para construir la taza de similaridad entre ellas. La
Figura 1.1 muestra el espacio MDS para los datos de este estudio 1. Lo que
vemos en esta �gura es una con�guración geométrica bidimensional en la que
cada punto representa a un estímulo, en este caso un país, y las distancias
entre ellos representan las medidas de similaridad entre los países construidas
por los sujetos. Mientras mayor sea la similaridad entre los países, menor será
la distancia entre los puntos que los representan.

Una primera aproximación a la interpretación de la solución que es de
uso frecuente en las aplicaciones, es examinar visualmente la con�guración
obtenida en busca de patrones que ayuden a entender la distribución de

1Más adelante se explica cómo puede ser construido el espacio MDS
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los objetos en el espacio MDS. La recomendación general, es trazar líneas
sobre la con�guración de manera que los objetos proyectados en extremos
opuestos de una línea, di�eran entre ellos de una manera fácil de describir.
Las diferencias se extraen del conocimiento sustantivo que se tiene de los
objetos representados por los puntos en el espacio MDS.

Las líneas punteadas en la Figura 1.1, son producto de la interpretación
que hacen Kruskal y Wish (1978) para ayudar a entender la con�guración
obtenida siguiendo la recomendación general dada arriba. Ellos propusie-
ron dos ejes que denominaron �Alineación Política�, eje

−−−−→
PS.PO en la �gura

(PS por Pro Soviéticos, PO por Pro Occidentales) y �Desarrollo Económi-
co�, eje

−−−−→
ED.D (ED por En Desarrollo, D por Desarrollados). Efectivamente,

los países que para la fecha del estudio eran considerados pro-soviéticos o
pro-comunistas, tales como China, antigua Yugoslavia y Cuba, se proyectan
hacia el extremo PS del eje, mientras que los considerados pro-occidentales

-0.8-0.6-0.4-0.200.20.40.60.8

-0.8

-0.6

-0.4

-0.2

0

0.2

0.4

0.6

0.8

Brazil

Congo

Cuba

Egipto Francia

India

Israel

Japon

China

Rusia

EEUU

Yugoslavia

ED PO

D

PS

Figura 1.1: Espacio MDS para las tazas de similaridad entre 12 países.
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o pro-capitalistas, tales como Israel, Brasil y Francia, se ubican hacia el ex-
tremo PO. Análogamente, los países considerados para la fecha como en vías
de desarrollo se ubican hacia el extremo ED del eje

−−−−→
ED.D, mientras que los

considerados como desarrollados se ubican hacia el extremo opuesto (D). Así,
los ejes propuestos parecen explicar, en buena medida, la distribución de los
estímulos en en el Espacio MDS y revelan al menos dos de las dimensiones
probablemente empleadas por los sujetos para construir la tasa de similaridad
global entre las 12 naciones 2. En esta ilustración, las líneas rectas resultaron
de utilidad para analizar la solución; en otros casos, han sido más útiles cur-
vas suaves (p.ej. círculos) o super�cies, así como particiones apropiadas del
espacio solución (ver por ejemplo, Borg y Groenen, 2005 pág. 80).

Este ejemplo ilustra otro punto importante relacionado con la interpreta-
ción del espacio. Debido a que la información que contiene el espacio MDS
en relación con los estímulos analizados está asociada con las distancias entre
los puntos, la solución es invariante ante cualquier transformación del espacio
que preserve las distancias. Formalmente, si la con�guración de puntos dada
por P1, ..., Pn donde cada Pi tiene coordenadas dadas por xt

i = (xi1, ..., xip),
con i = 1, ..., n, es una solución MDS en p dimensiones y si A es una matriz
ortogonal y b un vector cualquiera, entonces

yi = Axi + b i=1,. . . ,n

es también una solución.
Es decir, la solución es la misma ante cualquier isometría. De hecho, no

hay una posición rotacional incorrecta para la con�guración. Sin embargo, las
coordenadas de los puntos sobre los ejes principales impresos por el programa
usado para el escalamiento, cambian drásticamente con cada rotación. Por
esta razón, los ejes principales no son susceptibles de interpretación directa y
no tienen mayor signi�cación que otra línea trazada en dirección arbitraria.

Para determinar la solución, el MDS opera bajo el supuesto de que dado
un conjunto de objetos, individuos o estímulos sobre los cuales se tiene una
medida de proximidad, existe una con�guración de puntos en un espacio
geométrico de baja dimensión donde cada punto representa a un objeto,
de tal forma que las distancias entre pares de ellos pueden representar a
las proximidades adecuadamente. La expresión adecuadamente signi�ca que
la con�guración obtenida minimiza una función de la diferencia entre las
proximidades y las distancias.

2La interpretación completa puede verse en Kruskal y Wish (1978), pág. 30
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A modo de introducción al proceso de construcción del espacio MDS,
supóngase que disponemos de una matriz N × N con las distancias entre
N ciudades y estamos interesados en conocer su posición geográ�ca 3. El
problema fue resuelto para una dimensión arbitraria por Schoenberg (1935) y
Young & Houselholder (1938), en lo que se conoce como la solución clásica de
MDS. Antes de presentar este resultado recuérdese que una matriz cuadrada
D = (drs) es una matriz de distancias si es simétrica y si drs ≥ 0 ∀rs (la
igualdad se cumple solo si r = s). Además, D es una matriz de distancias
Euclidianas, o simplemente Euclidiana, si existen puntos x1, . . . ,xn en un
espacio euclidiano Ep tales que d2rs = (xr − xs)

t(xr − xs). Es decir, D es na
matriz Euclidiana si sus entradas corresponden a las distancias entre pares
de puntos de alguna con�guración en un espacio Euclidiano.

Teorema 1.1.1 Sea D una matriz de distancias entre pares de puntos de
una con�guración que existe en un espacio de dimensión k. Sea B = HAH
con H = I−n−111t y A = (ars) con ars = −1

2
d2rs. Entonces, D es Euclidiana

si y solo si B es una matriz semide�nida positiva. En particular, se tiene que:

1. SiD es la matriz de distancias Euclidianas entre pares de puntos de una
con�guración Z = (z1, ..., zn)

′, entonces B = (HZ)(HZ)t. Es decir,

brs = (zr − z)t(zs − z), ∀r, s = 1, ..., n,

Así, B ≥ 0 y puede ser interpretada como la matriz de producto interno
centrada de la con�guración Z.

2. Recíprocamente, si B es semide�nida positiva de rango k (r(B) = k),
entonces puede construirse una con�guración correspondiente a B de
la manera siguiente: Sean λ1 > · · · > λk los autovalores positivos de B
y sean X(n×k) = (x(1), ...,x(k)) los correspondientes autovectores nor-
malizados por

x′
(i)x(i) = λi, ∀i = 1, ..., k

.

Así, los puntos Pr en Rk con coordenadas xr = (xr1, ..., xrk)
′ (xr es la

r-ésima �la de X) tienen distancias entre pares de ellos dadas por D.

3Nótese que este problema es el inverso a determinar las distancias entre ciudades a
partir de un mapa
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Además, esta con�guración tiene como centro de gravedad x = 0 y B
representa la matriz del producto interno para esta con�guración.

El teorema 1.1.1, cuya demostración puede verse, por ejemplo, en Mardia,
et. al. (1979), establece la existencia de una solución única para distancias
Euclidianas en un espacio de dimensión k = r(B), excepto por transforma-
ciones de los datos que preserven las distancias. Además, debido a que 1 es
un autovalor de B asociado al valor propio 0, k a lo sumo será igual a n− 1.
No obstante, el problema cuya solución es de mayor importancia práctica y
que es resuelto por el MDS, es el de la recuperación de la con�guración en
un espacio de dimensión menor que k (Por ejemplo, k ≤ 3), o la construcción
de la con�guración a partir de datos que no son distancias Euclidianas sino
pseudo distancias o más generalmente, proximidades. Para ello, el MDS co-
lapsa la solución en un espacio de baja dimensión a partir de modelos que
especi�can cómo los datos, dados como coe�cientes de similaridad o disimi-
laridad, son mapeados como distancias entre puntos de una con�guración
X con una mínima pérdida de información. Los tipos de datos requeridos y
los distintos modelos disponibles en MDS son los temas tratados en las dos
secciones que siguen.

1.1.1. Los datos en MDS

El objetivo del MDS es analizar relaciones entre objetos, individuos o estí-
mulos a partir de datos de proximidad. Tales datos pueden ser de similaridad,
ψij, o de disimilaridad, δij.

Clasi�cación de los datos en MDS

Como es sabido, las variables pueden ser clasi�cadas de acuerdo con la
escala en la que han sido medidas y en MDS, tal clasi�cación conduce a
distintos modelos para analizar los datos. Las distintas escalas de medida
son:

Escala nominal. Los datos medidos en esta escala son categóricos, con lo
cual, los valores asignados a los estímulos (sujetos, etc.) solo establecen
pertenencia a una, de un conjunto de clases o categorías mutuamen-
te excluyentes y colectivamente exhaustivas. Por ejemplo, la variable
Género es categórica con dos categorías: hombre - mujer. Es común
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asignarle valores a los individuos según la pertenencia a una de ellas,
por ejemplo, 1 si es hombre, 2 si es mujer. Sin embargo, no tiene sen-
tido realizar operaciones aritméticas con estos valores ni están sujetos
a relaciones de orden (mujer no es mayor que hombre). Así, los datos
que surgen de una medición en la escala nominal no son cuantitativos.

Escala Ordinal. Los datos ordinales tienen características análogas a
los datos nominales, con la diferencia de que, en este caso, las cate-
gorías son ordenables. Así, el valor asignado a un estímulo (sujeto,
etc.) perteneciente a una categoría puede ser mayor o menor que el
valor asignado a otro perteneciente a una categoría diferente, aunque
no pueda determinarse cuanto mayor o menor sea uno del otro. Por
ejemplo, la medicicón de la variable Calidad sobre un lote de productos
podría asignarles las etiquetas A, B y C como pertenecientes, respecti-
vamente, a las categorías: Calidad baja, Calidad media y Calidad alta.
En tal caso, podría decirse que A < B pero no podría determinarse
cuanta más calidad posee B respecto de A. Así, los datos medidos en
escala ordinal tampoco son cuantitativos.

Escala de intervalo. La escala de intervalo es numérica y la distancia
entre las unidades de medida es uniforme, con lo cual, las diferencias
entre pares de mediciones pueden compararse signi�cativamente. Así,
en esta escala, además de tener cabida las relaciones de orden, también
se pueden realizar operaciones de suma y resta. Sin embargo, la escala
no posee un cero absoluto, mas bien, el cero es un punto arbitrario de
la escala y por tanto las operaciones de multiplicación y división no
tienen sentido. Un ejemplo de una variable medida en esta escala, es la
temperatura medida en grados centígrados o Fahrenheit. Aquí, 0◦ no
indica ausencia de calor o de energía sino que es un punto arbitrario de
la escala lo que hace que las proporciones entre sus valores no son equi-
valentes si la temperatura se mide en grados centígrados a si se miden
en grados Fahrenheit. No obstante, la escala de intervalo se considera
una escala cuantitativa.

Escala de razón. Esta escala tiene propiedades similares a la escala de
intervalo, con el añadido de que posee un cero absoluto, con lo cual, sus
valores además de sumarse y restarse, pueden también multiplicarse y
dividirse. Ejemplos de datos medidos en esta escala son las variables
Peso y Altura.
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Ahora bien, mas allá de la escala en la que han sido medida las variables
que dan lugar a las proximidades, es común en MDS agrupar a los datos
según la siguiente clasi�cación:

Numero de modos.En MDS, se denomina modo a cada conjunto de ob-
jetos, estímulos, etc., que subyace a los datos. Como una ilustración,
supóngase que se quiere comparar distintas marcas de vino provenien-
tes de bodegas diferentes a través de las pruebas que realiza un único
catador. El procedimiento podría ser conformar todas las parejas de
vino posibles y solicitarle al catador que emita un juicio de disimilari-
dad entre parejas lo cual podría hacerse, por ejemplo, asignándole el
valor de 0 a las parejas cuya diferencia no pueda ser establecida por el
catador por que son muy similares en sus características apreciables, y
10 a las parejas que le parecen al catador tatalmente diferentes. En este
caso, la disimilaridad correspondiente se denotaría por δij, donde i y j
hacen referencia a los vinos mientras que no hay referencia al catador
en la nomenclatura. Así, los datos de esta ilustración son de un modo.
Por otro lado, si más de un catador participa en el ejercicio y cada uno
compara todas las parejas de vino, entonces la disimilaridad se denota-
ría por δij,r, con r haciendo referencia al catador y los datos serían de
dos modos, un modo serían los vinos y otro modo los catadores.

Número de vías Se denomina vía a cada índice en la medida entre obje-
tos, estímulos, etc. En la ilustración de los vinos con un solo catador, las
proximidades, δij, son de una vía debido a que son derivadas a partir de
un único conjunto: los vinos. El caso con mas de un catador, se tienen
dos conjuntos, los vinos y los catadores, para derivar las proximidades,
así que éstas son de dos vías: δij,r.

Proximidades

Ya ha sido dicho que el término proximidad, que puede referirse a disimi-
laridad o similaridad, signi�ca cercanía entre objetos (estímulos, etc.) y que
la cercanía puede ser espacial, pero también puede ser cultural, económica,
perceptual, entre muchos otros contextos.

Más formalmente, sea O el conjunto que contiene a los objetos, estímu-
los, etc. Entonces, una proximidad es una función de O×O en R que vendrá
dada en términos de disimilaridad δij, o de similaridad ψij entre los objetos
i y j. Aunque dada una de ellas es posible obtener la relación en términos de
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la contraria, entre ambos conceptos, son las disimilaridades las proximidades
que de forma natural están relacionadas con las distancias. Por lo general,
δij ≥ 0 y ψij ≥ 0. Además, δii = 0, con lo cual, la disimilaridad de un objeto
consigo mismo es 0 lo que conduce a δii ≤ δij. Por otro lado, en ψii la función
alcanza un máximo, así que ψii ≥ ψij. Es común escalar las similaridades de
manera que ψij = 1. Este escalamiento permite una transformación monóto-
na de las similaridades en disimilaridades preservando la estructura interna
de los datos. Tal transformación es útil debido a que algunos modelos de
MDS requieren que los datos sean disimilaridades.

Algunos métodos para transformar similaridades en disimilaridades son:

δij = 1− ψij

δij = c− ψij para alguna constante c (1.1)

δij = {2(1− ψij)}
1
2

Las proximidades pueden obtenerse directamente, solicitándo a los suje-
tos que emitan juicios de disimilaridad/similaridad sobre pares de objetos,
estímulos, etc., o indirectamente, a partir de puntuaciones sobre atributos
asociados con cada uno de los objetos. Entre los métodos para obtener proxi-
midades directamente está el de comparación por pares (pairwise comparison)
donde cada sujeto tasa a cada par de estímulos de acuerdo con una escala
de disimilaridad. En otros contextos tal como en estudios de mercado, la
comparación se hace con base al ordenamiento de los estímulos según su di-
similaridad global, para lo cual, cada par de objetos es presentado sobre una
tarjeta que los individuos deben ordenar colocándolas una sobre otra de tal
manera que el par más similar queda en la cima y el menos similar se ubica
en la base. Hay versiones de este método que reduce el tiempo y el esfuerzo
para lograr un ordenamiento con�able de las tarjetas, tales como el Q-sort y
el free sorting. Una descripción más detallada de estos y otros métodos para
obtener proximidades directas, puede verse en Borg & Groenen (2005, pág.
112).

Cuando las proximidades son construidas indirectamente, se denominan
coe�cientes de proximidad y se obtienen a partir de matrices de datos asocia-
dos con los objetos. Existen distintas medidas para construir proximidades
a partir de matrices de datos. Cox & Cox (2001, pág.21) resume los resul-
tados obtenidos por varios autores acerca de distintas medidas de similari-
dad/disimilaridad y sus problemas asociados. Algunas de estas medidas se
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presentan a continuación.
Sea X = (xt

r) una matriz de datos referida a n objetos sobre p varia-
bles, donde xr es el vector de observaciones del r-th objeto. Las expresiones
siguientes correspondes a métodos para obtener disimilaridades para datos
medidos en escala de razón o intervalo.

Distancia Euclídea

δij =

{∑
r

(xir − xjr)
2

} 1
2

(1.2)

Distancia Euclídea Ponderada

δij =

{∑
r

wr(xir − xjr)
2

} 1
2

(1.3)

Distancia de Mahalanobis

δij =
{
(xi − xj)

tΣ−1(xi − xj)
} 1

2 (1.4)

Métrica de Minkowski

δij =

{∑
r

wr|(xir − xjr|λ)

} 1
λ

, ∀λ ≥ 1 (1.5)

Distancia de Bhattacharyya

δij =

{∑
r

(x
1
2
ir − x

1
2
jr)

2

} 1
2

(1.6)

Separación Angular

δij = 1−

∑
r

xirxjr[∑
r

x2ir
∑
r

x2jr

] 1
2

(1.7)
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Si las p variables son todas binarias con los números 1 y 0, por ejemplo,
indicando la pertenencia a la primera y segunda categoría respectivamente,
los estímulos i y j pueden ser comparados con un coe�ciente de similaridad
construidos sobre la base de los números a, b, c y d, donde a es el número
de variables que toman el valor 1 sobre ambos estímulos, b es el número de
variables que toman el valor 1 sobre el estímulo i y 0 sobre el estímulo j, c
es el número de variables que toman el valor 1 sobre j y 0 sobre i, y d es el
número de variables que toman el valor 0 sobre ambos estímulos. Esta medida
puede ser transformada luego en un coe�ciente de disimilaridad. La siguiente
lista es un resumen de la presentada por Hubálek (1982) de coe�cientes de
similaridad para datos binarios.

Braun, Blanque

sij =
a

máx{(a+ b), (a+ c)}
(1.8)

Czekanowski, Sorensen, Dice

sij =
2a

2a+ b+ c
(1.9)

Coe�ciente de Jaccard
sij =

a

a+ b+ c
(1.10)

Kulczynski

sij =
1

2

(
a

a+ b
+

a

a+ c

)
(1.11)

Mountford

sij =
2a

a(b+ c) + 2bc
(1.12)

Phi

sij =
ad− bc

[(a+ b)(a+ c)(b+ d)(c+ d)]
1
2

(1.13)

Russell, Rao

sij =
a

a+ b+ c+ d
(1.14)
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Coe�ciente de concordancia simple

sij =
a+ d

a+ b+ c+ d
(1.15)

Los datos pueden ser también una mezcla de variables categóricas, ordi-
nales y cuantitativas. En tales casos, los coe�cientes de disimilaridad y simi-
laridad listados arriba son inapropiados. Gower (1971) resolvió el problema
introduciendo un coe�ciente de similaridad general, dado por:

sij =

∑p
r=1 ωijrsijr∑p

r=1 ωijr

,

donde sijr es la similaridad entre los objetos i y j medida solamente sobre la
r-ésima variable y ωijr vale uno si los estímulos i y j son comparables sobre
la r-ésima variable y 0 en caso contrario. De esta forma, sij es un promedio
de todas las similaridades posibles entre los objetos i y j. 4

Otro tema de interés relativo a las proximidades es la determinación de
la signi�cación estadística de los valores obtenidos en relación con los valores
esperados. Como es sabido, esto requiere conocer la forma de la distribución
del coe�ciente de disimilaridad/similaridad empleado. Si se puede asumir
que el vector de datos sigue una distribución normal multivariante, entonces
el problema para algunos coe�cientes de disimilaridad de datos cuantitati-
vos, puede ser resuelto. Por ejemplo, si δij es la distancia de Mahalanobis,
entonces, bajo el supuesto de normalidad, δij ∼ 2χ2.

Para datos categóricos con solo dos categorías, Goodall (1967) halló la
media y la varianza para el coe�ciente de concordancia simple bajo el su-
puesto de independencia de las variables:

E[sij] = µ = p−1

p∑
r=1

(p2r + (1− pr)
2)

y

V ar[sij] = σ2
ij = p−1

{
µ(1− µ)− p−1

p∑
i=1

(pi + (1− pi)
2 − µ2)2

}
.

4Ver Cox & Cox (2001), pág. 21 y siguientes, para más detalles de este y otros coe�-
cientes presentados en esta sección.

21



Snijders et al. (1990) estudian los momentos para el coe�ciente de Jac-
card y el coe�ciente de Dice y extienden los resultados al caso de variables
dependientes. A partir de los momentos de primer orden, pueden obtenerse
distribuciones aproximadas de los coe�cientes para evaluar la signi�cación de
los valores obtenidos.

1.1.2. Naturaleza métrica de las disimilaridades

Las disimiliridades/similaridades deben satisfacer algunas propiedades en
orden a ser representadas completamente como distancias entre puntos en el
espacio MDS. Estas propiedades, están vinculadas a las propiedades de�ni-
torias de una métrica.

De�nición 1.1.1 Sea ∆ = (δij)n×n una matriz de disimilaridades tal que
δii = 0 ∀i. Se dice que ∆ es un matriz de disimilaridades métrica, si δij ≤
δki + δkj ∀i, j, k

De la de�nición se deduce que δii ≤ δki + δki con lo cual δki ≥ 0 ∀i, k.
Además, para k = j, δij ≤ δki+δkj ⇒ δij ≤ δji y para k = i, δji ≤ δkj+δki ⇒
δji ≤ δij. En consecuencia, toda matriz de disimilaridades métrica es simé-
trica con elementos no negativos. Por otro lado, si δij = 0 entonces

δik ≤ δij + δkj ⇒ δik ≤ δkj

y
δkj ≤ δik + δij ⇒ δkj ≤ δik

así que δik = δjk. Esta propiedad básica de las métricas puede usarse para
establecer que si dos estímulos, digamos i y j, son similares, es decir, δij ≈ 0,
entonces la relación de cualquier otro estímulo, digamos k, con cada uno de
ellos será similar. Esto es, δik ≈ δjk.

Gower & Legendre (1986) estudian detalladamente las propiedades mé-
tricas de varios coe�cientes de disimilaridad. A continuación, se reproduce
aquí un resumen que aparece en Cox & Coz (2001), de los resultados más
importantes reportados en dicho estudio.

Si ∆∗ = (δ∗ij) es una matriz de disimilaridades no métrica, entonces la
matriz ∆ con elementos δij = δ∗ij + c, con i ̸= j, es métrica, donde
c ≥ máxi,j,k |δij + δik − δjk|.
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Sea i ̸= j y c cualquier constante. Si ∆ = (δij) es una matriz de disimi-
laridades métrica, entonces también lo son las matrices con elementos
dados por:

(i) δij + c2

(ii) δ
1
λ
ij con λ ≥ 1

(iii) δij
(δij+c2)

SiΨ es una matriz de similaridades semi de�nida positiva con elementos
0 ≤ ψij ≤ 1 ∀i, j y ψii = 1 ∀i, entonces, la matriz de disimilaridades
∆ = (δij = (1− ψij)

1
2 ) es Euclidiana.

Si ∆ es una matriz de disimilaridades, entonces existe una constante
h tal que la matriz cuyos elementos están dados por (δ2ij + h)

1
2 es una

matriz Euclidiana, donde h ≥ λn con λn el menor de los valores propios
de Λ1 = HΛH y H es la matriz centrada I− 1

n
11t

Si ∆ es una matriz de disimilaridades, entonces existe una constante
k tal que la matriz con elementos dados por (δij + k) es una matriz
Euclidiana, donde k ≤ µn y µn es el mayor de los valores propios de la
matriz (

0 2Λ1

−I −4Λ2

)
,

con Λ2 =
[
−1

2
δij
]
y Λ1 = HΛH y H es la matriz centrada I− 1

n
11t.

Los últimos dos resultados resuelven un problema clásico en MDS conocido
como el problema de la constante aditiva (Ver Cox & Cox 2001, cap. 2 para
más detalles).

En ocasiones, son las variables, más que los estímulos, las que resultan
de interés para ser analizadas con técnicas de MDS. Una manera de de�-
nir disimilaridades sobre las variables es invertir los roles entre estímulos y
variables y emplear alguno de los coe�cientes presentados hasta ahora. Sin
embargo, es posible de�nir disimilaridades más apropiadas para las variables.
Una posibilidad es emplear el coe�ciente de correlación muestral, dado por:

rij =

∑
r(xir − xi)(xjr − xj)√∑
r(xir − xi)2(xjr − xj)2
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el cual es un coe�ciente de similaridad, mientras que 1− rij es un coe�ciente
de disimilaridad. Otra posibilidad, es la separación angular de los vectores
de observaciones para los N estímulos sobre las variables i y j, dado por:

δij = 1−
∑

r xirxjr(∑
r x

2
ir

∑
r x

2
jr

) 1
2

.

Para cada escala de medida, existen transformaciones admisibles que son
aquellas que no cambian las relaciones entre los datos y las distancias de la
con�guración MDS. Es decir, una transformación admisible de los datos no
tiene consecuencia sobre la solución del problema porque las distancias, antes
y después de la transformación, son las mismas. Por ejemplo,

uij =

(
1

n

∑
r

x2rj

)−
1

2
xij

es una transformación admisible para datos medidos en escala de razón, mien-
tras que

uij =

(
1

n− 1

∑
r

(xrj − xj)
2

)−
1

2
(xij − xj)

es una transformación admisible para datos medidos en escala de intervalo.
Bajo el supuesto de que el coe�ciente de similaridad es invariante bajo

transformaciones admisibles, Zegers and ten Berge (1985), Zegers (1986) and
Fagot and Mazo (1989) consideran coe�cientes de similaridad general para
variables que han sido medidas en diferentes escalas. Uno de tales coe�cientes
basado en la media al cuadrado de la diferencia o media cuadrática, es:

sij = 1− cn−1
∑
r

(uir − ujr)

y la constante c se obtiene de manera que sij = sji, resultando:

sij =
2
∑

r uirujr(∑
r u

2
ir +

∑
r u

2
jr

) (1.16)

Este coe�ciente es usado como una alternativa al coe�ciente de correla-
ción.
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1.1.3. Modelos en MDS

Sea N el número de objetos, estímulos, etc. bajo consideración y, como
antes, sea δij la medida de disimilaridad entre los objetos i y j5. El objetivo del
MDS es encontrar una matrizX tal que la distancia entre sus �las, dij(X), sea
aproximadamente igual a las correspondientes disimilaridades, δij. La matriz
X es de orden N × p, donde p representa la dimensión del espacio solución
la cual es siempre especi�cada por adelantado por el usuario. La �la i de X
contiene las p coordenadas del objeto i y dij(X) es por lo general la distancia
Euclidiana dada en la ecuación (1.2)

El problema de determinar la matriz X se formula en un contexto de
mínimos cuadrados, mediante la función Stress bruto denotada por σ2(X) y
cuya expresión es:

STRESS =
∑
i<j

(
d̂∗ij − dij(X

∗)
)2
. (1.17)

Esta función fue originalmente de�nida por Kruskal (Kruskal, 1964a,
1964b) como una manera formal de medir el ajuste de un modelo MDS.
El término wij en (1.17) es una ponderación no negativa que, por lo general,
toma el valor de 0 para disimilaridades faltantes. Como se verá mas adelante,
además de la expresión en (1.17) hay otras maneras de medir el ajuste del mo-
delo. Todas tienen en común, el que constituyen una medida de la diferencia
entre las disimilaridades/similaridades y las distancias que las representan,
razón por la cual se les denomina, genéricamente, función de pérdida.

Los valores que se obtienen al emplear el Stress bruto dependen de la
escala en la que están dados los datos, lo cual complica la comparación de
modelos corridos sobre datos dados en diferentes escalas (p.ej. centímetros
Vs. metros). Esto puede evitarse normalizando el Stress bruto por la suma
de las distancias al cuadrado; Esto es,

STRESS =

∑
i<j

(
d̂∗ij − dij(X

∗)
)2∑

i<j d
2
ij(X)

. (1.18)

En MDS las distancias dij(X) siempre son desconocidas. Así, el objetivo
es encontrar una con�guración X cuyas distancias representen a las disimi-
laridades tan bien como sea posible. Es decir, se espera que las diferencias

5Por simplicidad, en esta sección se hace referencia solo a datos de un modo y dos vías.
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entre las disimilaridades y las distancias sean razonablemente pequeñas, lo
cual implica minimizar la función en (1.17) o (1.18) para los parámetros
contenidos en X.

Ahora bien, la relación entre las disimilaridades y las distancias está dada
por una función de representación

f : δij 7→ dij(X) (1.19)

Se asume, entonces, que las disimilaridades dadas, después de alguna trans-
formación f , son iguales a las distancias entre los puntos de una con�guración
X. Es decir,

f(δij) = dij(X) (1.20)

la forma de la función monótona f especi�ca el modelo MDS. Si f es para-
métrica, el modelo pertenece a la clase de modelos MDS métricos, mientras
que si solo se exige que f sea monótona, el modelo pertenece a la clase MDS
no métricos. Ambas clases se exponen más adelante en esta misma sección.

En la mayoría de las aplicaciones f no está totalmente de�nida ya que,
aunque pudiera estar restringida a algún tipo de función (exponencial, lineal,
etc.), sus parámetros no están determinados a priori. Un caso de interés es
el MDS de intervalo, donde

f(δij) = a+ bδij ∀i, j (1.21)

y los parámetros a y b deben ser estimados. En otras ocasiones, lo que interesa
es preservar el orden de las disimilaridades. En tal caso, la función f puede
ser arbitraria pero debe satisfacer la restricción de monotonía:

δij ≤ δrs ⇒ dij(X) ≤ drs(X) ∀i, j, r, s = 1, ... , N (1.22)

Los parámetros de la función f deben estimarse simultáneamente con la
matriz X. La solución a este problema de estimación simultánea, se resuelve
a partir de la regresión de las proximidades sobre las distancias calculadas
entre las �las de la matriz X. En MDS métrico se emplea regresión lineal,
mientras que en MDS no métrico se emplea regresión monótona. En cada
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caso, la regresión produce proximidades transformadas, f(pij), donde f es
una transformación admisible de los datos. Las proximidades transformadas
reciben el nombre de pseudo-distancias o disparidades y se denotan por d̂ij.

Las disparidades son incorporadas a la función Stress como:

σr(d̂,X) =
∑
i<j

wij(d̂ij − dij(X))2

=
∑
i<j

wij d̂
2
ij +

∑
i<j

wijd
2
ij(X)− 2

∑
i<j

wij d̂ijdij(X)

= η2
d̂
+ η2(X)− 2ρ(d̂,X) (1.23)

donde d̂ denota al vector s × 1 de disparidades con s = N(N − 1)/2. Esto
es, las disparidades se construyen para todo i < j. El proceso para hallar
disparidades es conocido como Escalamiento Óptimo y fue introducido por
Kruskal (1964a, 1964b). El objetivo de estimar las disparidades y las distan-
cias, se alcanza minimizando la función (??) sobre d̂ y sobre X. Sin embargo,
debido a que (??) es no negativa, puede alcanzarse una solución degenerada
en d̂ = 0 y X = 0. La manera de evitarla es imponer una condición de longi-
tud sobre las disparidades de manera que su norma sea igual a una constante
�ja. De Leeuw (1977) propuso la condición

N∑
i=2

i−1∑
j=1

wij d̂
2
ij = N(N − 1)/2. (1.24)

1.1.4. Modelos métricos de MDS

Sea O un conjunto de objetos, estímulos, etc., y δij la disimilaridad del
par (i, j) ∈ O × O. Sea X = {xi : i ∈ O} el recorrido de una función
arbitraria ϕ : O → E tal que ϕ(i) = xi. E es por lo general, un espacio
euclidiano aunque no necesariamente. Sea dij la distancia entre xi, xj ∈ X.
El MDS métrico intenta encontrar una función ϕ tal que dij ≈ f(δij), para
una transformación admisible f paramétrica, monótona y continua.

Los dos modelos de MDS métrico más populares son el escalamiento clá-
sico y el escalamiento de mínimos cuadrados.
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Escalamiento Clásico

Este modelo asume que las disimilaridades son distancias entre puntos en
un espacio euclidiano y encuentra una con�guración X cuyas coordenadas
preservan las distancias. Contribuyeron a su origen y desarrollo Schoenberg
(1935) y Young and Householder (1938) quienes derivaron un método para
encontrar las coordenadas a partir de las distancias en un espacio euclidiano
(Teorema 1.1.1), y posteriormente Torgerson (1952) quien empleó la técnica
en el ámbito del escalamiento. Sin embargo, lo que es de mayor interés por su
uso práctico es encontrar una con�guración de puntos para un conjunto de
disimilaridades δij, más que para un conjunto de distancias dij. Esto puede
lograrse según el procedimiento que se expone a continuación6

Sea xr = (xr1 . . . xrp)
t con r = 1, . . . , N , las coordenadas que representan

al objeto r en un espacio euclidiano p-dimensional. Así, la distancia Eucli-
diana entre los puntos xr y xs viene dada por:

d2rs = (xr − xs)
t(xr − xs) (1.25)

Por otro lado, sea B = (brs) con brs = xt
rxs la matriz de producto interno.

Así, B puede obtenerse a partir del cuadrado de las distancias drs y, a partir
de B, se pueden determinar las coordenadas desconocidas.

Para obtener B, primero se ubica el centroide de la con�guración en el
origen para evitar la indeterminación de la solución debido a traslaciones.
Así,

∑n
r=1 xri = 0 con i = 1, . . . , p. Con esta restricción y dado que (1.25) se

puede escribir

d2rs = xt
rxr + xt

sxs − 2xt
rxs,

de forma que

1

n2

n∑
r=1

n∑
s=1

d2rs =
2

n

n∑
r=1

xt
rxr. (1.26)

Sea A = (aij) donde aij = −1
2
d2ij. La matriz de producto escalares puede

obtenerse como

6Aquí se presenta un resumen del procedimiento. El desarrollo completo puede verse
en Cox & Cox (2001), pág. 45 y siguientes, de donde este resumen ha sido extraído.
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B = HAH (1.27)

donde H = I− n−111t, de donde B es una matriz doblemente centrada.
Para recuperar las coordenadas a partir de B, se tiene que

B = XXt (1.28)

donde X = [x1, . . . ,xn]
t es la matriz de coordenadas. Así, el rango de B,

r(B), es

r(B) = r(XXt) = r(X) = p

y B es simétrica, semide�nida positiva y de rango p, con lo cual, posee p
valores propios no negativos y n− p valores propios nulos.

Considerando la descomposición espectral de B viene dada por

B = VΛVt (1.29)

con Λ = diag(λ1, . . . , λn) y λi valor propio de B, para todo i. Además,
V = [v1, . . . ,vn] son los correspondientes vectores propios, normalizados de
forma que vt

ivi = 1.
Debido a que B tiene n − p valores propios iguales a cero, (1.29) puede

escribirse como

B = V1Λ1V
t, (1.30)

donde Λ1 = diag(λ1, . . . , λp) y V1 = [v1, . . . ,vp]. Por lo tanto, partiendo de
(1.28) se obtiene

XXt = B

= V1Λ1V
t

=
(
V1Λ1

1
2

)(
Λ1

1
2Vt

1

)
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con lo cual

X = V1Λ1

1
2 , (1.31)

donde Λ1

1
2 = diag(λ

1
2
1 , . . . , λ

1
2
p ). De esta manera se recuperan las coordenadas

a partir de las distancias.
Si los datos originales no son distancias, sino disimilaridades, usando la

descomposición espectral es posible obtener una con�guración en un espacio
euclidiano p-dimensional de manera que las distancias correspondientes sean
tales que drs = δrs, si y solo si, B es semide�nida positiva de rango p. Una
demostración de este resultado puede verse, por ejemplo, en de Leeuw &
Heiser (1982).

Si la matriz de disimilaridades B no es semide�nida positiva, puede ha-
cerse la transformación

δ
′

rs = δrs + c(1− δrs), (1.32)

donde c es una constante apropiada y δrs es el delta de Kronecker dado por

δrs =

{
1 si r = s

0 en otro caso

Esta transformación hace que la matriz B con las δ
′
rs, sea semide�nida

positiva y así, es posible encontrar una con�guración en un espacio euclidiano
tal que drs = δ

′
rs según el procedimiento expuesto arriba.

La transformación en la ecuación (1.32) es conocida como el problema de
la constante aditiva que es estudiado, por ejemplo, en Cailliez(1983).

Finalmente, dado que B1 = HAH1 = 0, entonces B tienen al menos un
valor propio igual a 0, por tanto, si B es semide�nida positiva siempre es
posible encontrar una con�guración en un espacio euclidiano de dimensión
n − 1, tal que las distancias asociadas sean iguales a las correspondientes
disimilaridades. SiB no es semide�nida positiva, la dimensión del espacio es el
número de valores propios positivos. En ambos casos, esas son las dimensiones
máximas. Sin embargo, la solución debe estar dada en un espacio de baja
dimensión (p = 2 o p = 3), para que tenga sentido práctico, para lo cual
bastaría tomar, por ejemplo, los dos o tres primeros valores propios de B.
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Puede construirse una medida de variación explicada al usar solamente
p valores propios, como sigue: Si B es semide�nida positiva, por (1.26), se
tiene que

1

2

n∑
r=1

n∑
s=1

d2rs = n
n∑

r=1

xt
rxr (1.33)

pero

n

n∑
r=1

xt
rxr = ntr(B) = n

n−1∑
r=1

λi,

así que

1

2

n∑
r=1

n∑
s=1

d2rs = n
n−1∑
r=1

λi. (1.34)

El lado derecho de (1.34) es una medida de la variación explicada al
considerar n−1 dimensiones. Por tanto, una medida de la variación explicada
al usar los primeros p valores propios para la representación, está dada por

p∑
r=1

λi

n−1∑
r=1

λi

. (1.35)

Si B no es semide�nida positiva, puede emplearse

p∑
r=1

λi

n−1∑
r=1

|λi|
. (1.36)

Escalamiento métrico de mínimos cuadrados

El escalamiento de mínimos cuadrados encuentra una con�guración X
en un espacio de baja dimensión, minimizando una función de pérdida S
que incluye una transformación de las disimilaridades, f(δrs), monótona y
posiblemente continua.
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Sammon (1969), propuso minimizar la función

S =

∑
r<s

δ−1
rs (drs − δrs)

2∑
r<s

δrs
, (1.37)

donde drs es la distancia euclidiana entre los puntos r y s. La ponderación
δ−1
rs tiene el efecto de asignarle un peso mayor a las disimilaridades pequeñas
en relación a las grandes. El denominador elimina el efecto de la escala en
el cálculo de S. El mínimo se obtiene según el procedimiento estándar para
funciones de varias variables (ver Cox & Cox, 2001, pág. 60).

Sammon emplea un método de pendiente máxima, de tal forma que si
x
(m)
tk es la m-ésima iteración en el proceso de minimización, entonces

x
(m+1)
tk = x

(m)
tk −MF

∂S

∂xtk

/∣∣∣∣ ∂2S∂x2tk

∣∣∣∣
donde MF es un factor de aceleración de la convergencia que usualmente toma
el valor de 0,3 o 0,4. A este �n, otros han empleado un método de relajación
heurística (Chang & Lee, 1973) o un tamaño de paso óptimo (Niemann and
Weiss, 1979). Sin embargo, la velocidad de la convergencia no es un problema
hoy en día.

La función de pérdida de Mínimos residuos absolutos, LAR por sus siglas
en inglés, dada por

LAR =
∑
r<s

wrs|drs − δrs| (1.38)

fue propuesta por Heisser (1988). Esta función no se ve afectada por valores
extremos, tanto como las funciones que consideran el cuadrado de los resi-
duos. Para minimizar LAR, Heisser empleo un algoritmo de mayorización
iterativa basado en el trabajo de De Leeuw (1977). Una presentación deta-
llada de este algoritmo y su aplicación en la minimización del Stress, puede
verse en Borg & Groenen (2005), cap. 8.

Klein and Dubes (1989) usaron la función de pérdida

S =
∑ 1√∑

δrs

∑ |drs − δrs|
δrs
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y el método de optimización denominado enfriamiento simulado (simulated
annealing). Este método usa cadenas de Markov lo que lo hace bastante e�-
ciente para evitar los mínimos locales. En efecto, la cadena de Markov se deja
correr en simulación hasta que alcance el estado estable que corresponde con
el mínimo de la función. El algoritmo permite que la función S pueda crecer,
con lo cual, se pueden salvar los mínimos locales. Los algoritmos basados
en métodos de máxima pendiente siempre tienen como objetivo disminuir la
función S en cada paso, así que cuando la función experimenta un incremento
el proceso se detiene y puede quedar atrapado en un mínimo local.

Cuando la distribución de los residuos, δrs − drs, es conocida, es posible
construir regiones de con�anza para los parámetros y contrastar hipótesis
para estudiar la signi�cación del ajuste de diferentes modelos, entre otras
posibilidades de inferencia estadística. Las distribuciones más usadas son la
distribución normal y la lognormal que permiten hacer estimaciones en el
contexto de máxima verosimilitud, asumiendo además que los errores son in-
dependientes. Un ejemplo es la función de pérdida MULTISCALE de Ramsay
(1977), dada por

δMU(X) =
∑
i<j

[log(dij(X))− log(δij)]
2.

MDS no métrico

El MDS no métrico persigue, básicamente, el mismo objetivo que el MDS
métrico. Este es, encontrar una con�guración de puntos en un espacio de
baja dimensión, por lo general euclidiano, de tal manera que las distancias
asociadas representen, tan bien como sea posible, a las disparidades. La for-
malización de este objetivo es análoga a la construida para el MDS métrico.
La diferencia está en que el MDS no métrico busca representar solo las propie-
dades ordinales de los datos. Así, la función f es arbitraria y solo se requiere
que satisfaga la condición de monotonía:

δij < δrs ⇒ d̂ij ≤ d̂rs (1.39)

Por lo general, dij es la distancia euclídea, aunque pueden usarse otras
como la métrica de Minkowski. Una vez elegidos el espacio y la métrica junto
con la manera de calcular las disparidades, el problema de MDS no métrico
es encontrar un algoritmo apropiado para minimizar la función de pérdida.
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La función de pérdida más comúnmente empleada en MDS no métri-
co, fue presentada por Kruskal (1964a, 1964b) junto con una algoritmo de
minimización desarrollado a partir de resultados previamente obtenidos por
Shepard (1962a, 1962b). La forma de esta función es

S =

√√√√√√
∑
r<s

(drs − d̂rs)2∑
r<s

d2rs
(1.40)

Para una revisión del algoritmo de Kruskal, así como de otros procedimientos
para MDS no métrico, ver, por ejemplo, Cox & Cox (2001) y Kruskal & wish
(1978).
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Capítulo 2

MDS para datos asimétricos

Las disimilaridades pueden no ser simétricas y por lo tanto, no siem-
pre pueden ser representadas adecuadamente como distancias entre puntos
en un espacio MDS. Las desviaciones de la simetría pueden ser producto
de errores aleatorios, caso en el cual los modelos para datos simétricos aún
pueden ser utilizados, o la asimetría puede contener información signi�cati-
va que debe considerarse para la construcción del espacio MDS, caso en el
cual se requieren modelos especiales para analizar los datos. Algunos de los
modelos en este último grupo, se basan en la descomposición de la matriz
de datos no simétrica en un componente simétrico y un componente anti-
simétrico. La parte simétrica puede ser analizada, por ejemplo, con MDS
clásico (Torgerson 1958; Gower 1966) y la parte antisimétrica por métodos
como el Skew-Symmetry Analisys (SSA) propuesto por Gower (1977) basado
en la descomposición en valores singulares de la matriz antisimétrica. Otros
métodos proveen un análisis conjunto de las relaciones simétricas y antisi-
métricas, como el procedimiento de Escou�er & Grorud (1980) basado en la
descomposición espectral de una matriz Hermitiana.

El propósito de este capítulo es presentar algunos de los modelos dispo-
nibles en MDS para el análisis de datos asimétricos.

2.1. Modelos basados en producto escalar

En el Capítulo 1 se describen algunos modelos MDS para datos simétricos
desarrollados en términos de distancias. También se han desarrollado mode-
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los basados en el producto escalar1. Dada una matriz de producto escalar,
puede determinarse una con�guración X que aproxime la matriz de datos,
∆, resolviendo la ecuación B = XXt empleando (1.29) y (1.31). Si en vez de
X empleamos una transformación ortogonal dada porY = XT con TTt = I,
se tiene que

YYt = (XT)(XT)t = XTTtXt = XXt

Así, X puede ser rotada y/o re�ectada sin afectar la calidad de la solución.
En adelante, usaremos Ψ = (ψjk) para denotar una matriz asimétrica

de similaridades poblacional (no observada) y O = (ojk) para referenciar la
observación en una muestra.

2.1.1. Modelo DEDICOM

El modelo DEDICOM (DEcomposition into DIrectional COMponents)
fue propuesto por Harshman (1978), según la expresión

Ψ = XRXt + E (2.1)

donde Ψ = (ψjk) es una matriz N × N de similaridades asimétricas, X =
(xjt) denota una matriz N × p de coe�cientes que relacionan los objetos con
los p aspectos o dimensiones que subyacen a los objetos, R = (rts) es una
matriz asimétrica p× p que representa relaciones direccionales no simétricas
entre las dimensiones y E es una matriz de residuos. Dada una dimensión
p, el procedimiento estima X y R que minimicen tr(EtE) en un contexto de
mínimos cuadrados. En términos de las componentes matriciales, el modelo
puede también escribirse como

ψjk =

p∑
s=1

p∑
t=1

xjtxksrts + eij. (2.2)

Las dimensiones pueden verse como aspectos con los cuales los objetos se
relacionan y la matriz X contiene los pesos de cada aspecto para cada objeto.

1para una revisión de cómo construir matrices de producto escalar asociadas a juicios
de similaridad, ver por ejemplo Borg & Groenen (2005), cap. 7 y 18
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Indeterminación del modelo

Sea T una matriz p × p invertible. Sea X∗ la matriz resultado de trans-
formar X por T. Esto es, X∗ = XT y sea R∗ = T−1RT−1t.
Así

XRXt = X∗T
−1TR∗T

tT−1tX∗
t

= X∗R∗X
t
∗. (2.3)

Por lo tanto, el modelo tiene una indeterminación rotacional para un p dado.
Para resolverla, se debe normalizar R o X. Si se normaliza R, se pueden
estudiar a través de las columnas de X las cargas relativas que un objeto
tiene sobre diferentes dimensiones. Si se normaliza X, se puede imponer una
de las siguientes condiciones:

n∑
j=1

xjt = 1 t = 1, . . . , p (2.4)

n∑
j=1

x2jt = 1 t = 1, . . . , p (2.5)

XtX = Ip. (2.6)

Tales condiciones pueden ser impuestas antes o después de obtener la solu-
ción, en función del algoritmo de estimación empleado. La condición (2.4) es
útil cuando xjt > 0 ∀j = 1, . . . , n; ∀t = 1, . . . , p.

A partir de (2.2) y bajo la condición (2.4), se obtiene

n∑
j=1

n∑
k=1

ψjk =

p∑
s=1

p∑
t=1

rst. (2.7)

Por tanto, R puede ser visto como una versión comprimida de Ψ. Por otro
lado y bajo la condición (2.4),

n∑
j=1

n∑
k=1

xjtxksrts = rst, (2.8)
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con lo cual, rst es la suma de las in�uencias de los aspectos de t a s. Cuando
se impone la condición (2.5), la estimación de X y R se hace utilizando un
algoritmo alternante. De (2.1) se sigue que

tr(Ψ) = tr(XRXt)

= tr(Rt(XtX)) por propiedades del operador tr(·)
= tr(RtIp) por la condición (2.6)
= tr(R).

Por lo tanto

n∑
j=1

ψjj =

p∑
t=1

rtt (2.9)

Transformación del modelo

Es conocido que toda matriz puede descomponerse en la suma de una
matriz simétrica y una matriz antisimétrica. Si

Rs =
1

2
(R+Rt) matriz simétrica

y

mathbfRa =
1

2
(R−Rt) matriz antisimétrica

entonces

R = Rs +Ra.

En consecuencia, el lado derecho de (2.1), prescindiendo del error, puede
escribirse como

XRXt = XRsX
t +XRaX

t, (2.10)

38



con lo cual, el modelo consiste de un modelo factorial oblicuo que consti-
tuye la parte simétrica de la representación, y un modelo antisimétrico. La
descomposición en valores singulares de Ra, puede escribirse como

Ra = VΛVt, (2.11)

con Λ matriz diagonal conteniendo los valores propios de Ra en la diagonal,
con la última entrada nula si p es impar. En virtud de la especi�cación del
modelo, p es mucho más pequeño que n y por lo tanto es razonable asumir
que Ra posee un solo valor propio nulo (Saito & Yadohisa, 2005, cap. 4).
Además, V contiene en sus columnas los correspondientes vectores propios
de Ra normalizados de forma que vt

ivi = 1. La matriz ortogonal V puede
usarse como una matriz de rotación para X. Sea X∗ = XV y Rs∗ = VtRsV.
Al sustituir (2.11) en (2.10), se obtiene

Ψ = X∗Rs∗X
t
∗ +X∗ΛXt

∗. (2.12)

Pueden obtenerse representaciones grá�cas de manera análoga al caso
SSA (Gower, 1977). Sin embargo, el modelo DEDICOM no da una represen-
tación grá�ca simple para las relaciones no simétricas entre los objetos (Kiers
& Takane, 1994).

Estimación de los parámetros en el modelo DEDICOM

Para la matrix de datos observada, O, el modelo (2.1) se escribe como

O = ARAt + E. (2.13)

Bajo la restricción (2.6) y para un p especí�co, la expresión

ϕ(X,R) = tr(EtE) = ∥X−ARAt∥2, (2.14)

constituye un criterio de mínimos cuadrados para estudiar el ajuste del mo-
delo. Para X �ja, el mínimo de ϕ se alcanza en R = AtXA. Mientras que
para R �ja, minimizar ϕ sobre X equivale a maximizar

f(X|R) = tr(XtOXXtOtX). (2.15)

Diferentes procedimientos de ajuste se han propuesto para este modelo
(e.g. Kiers, 1989 y Kiers et al., 1990). Una vez obtenidas las estimaciones X̂
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y R̂, la bondad de ajuste puede estudiarse examinando por separado la parte
simétrica y la parte antisimétrica (Bove and Critchley, 1993).
En efecto, sea O = Os+Oa y R = Rs+Ra con Os, Rs simétricas y Oa, Ra

antisimétricas. Entonces, de (2.13) se tiene que

tr(EtE) = ∥O−XRXt∥2

= ∥Os +Oa −X(Rs +Ra)X
t∥2

= ∥Os −XRsX
t∥2 + ∥Oa −XRaX

t∥2

La última igualdad es producto de que

∥(Xs −ARsA
t)(Xa −ARaA

t)∥ = 0.

Por lo tanto, el problema de ajustar el modelo a los datos presentado
en (2.14), se trata como dos problemas separados de ajuste por mínimos
cuadrados: un ajuste por mínimos cuadrados para el componente simétrico
de la descomposición deO dado por ∥Os−XRsX

t∥2 y un ajuste por mínimos
cuadrados para el componente antisimétrico dado por ∥Oa −XRaX

t∥2.

2.1.2. Modelo GIPSCAL

Chino (1978, 1990) propuso el modelo GIPSCAL (Genelaized Inner Pro-
duct SCALing) para analizar simultáneamente la parte simétrica y la parte
antisimétrica de una matriz de similaridades no simétrica. El modelo también
provee una representación grá�ca de las relaciones no simétricas. En notación
matricial, el modelo GIPSCAL puede escribirse como

Ψ = αXXt + βXRIX
t + γ11t + E (2.16)

donde X es de orden N × p y contiene las coordenadas de los puntos que
representan a los estímulos en p dimensiones, RI=(rjk) es un matriz antisi-
métrica �ja tal que

rjk =


(−1)j+k−1 si j < k

−rkj si j ̸= k

0 si j = k.

(2.17)

Por ejemplo, si p = 4 entonces

40



RI =


0 1 −1 1

−1 0 1 −1
1 −1 0 1

−1 1 −1 0


Además, EN×N es una matriz de residuos y α, β y γ son escalares que expre-
san la importancia de cada uno de los tres componentes del modelo. El modelo
expresado en (2.16) es una variante del modelo DEDICOM. Chino (1990) re-
planteó el modelo a partir de la transformación Y = TX con T = αIp+βRI ,
con lo cual (2.16) puede escribirse en términos de productos escalares como

Ψ = XYt + γ11t + E. (2.18)

Indeterminación y estimación

El modelo tiene una indeterminación de unidades de escala para α, β y
X debido a que

Ψ =
α

c

√
cX(

√
cX)t +

β

c

√
cXRI(

√
cX)t + γ11t, (2.19)

con c > 0.
Chino desarrolló un algoritmo de mínimos cuadrados alternante que per-

mite estimar la matriz X y los parámetros α, β y γ que minimizan EtE.
Si X̂ = (x̂j), α̂, β̂ y γ̂ son las estimaciones y x̂t

j es vector �la de X, entonces
los términos α̂x̂t

jx̂k + γ̂ y x̂t
jRI x̂k, explican el componente simétrico y an-

tisimétrico de la matriz de datos, respectivamente. De esta forma, la parte
simétrica es explicada como en MDS clásico por el producto interno de los
vectores de coordenadas para i y j.
La explicación de la parte antisimétrica requiere de estructuras geométricas
bidimensionales, de tal forma que para cada par de dimensiones se calcula
el área del triángulo de�nido por el origen y las proyecciones de i y j so-
bre esas dimensiones. Así, el elemento (i, j) es representado por la suma de
estas áreas para todos los pares de dimensiones posibles. Evidentemente, pa-
ra p > 2 el esfuerzo es considerable. Kiers y Takane (1994) propusieron una
simpli�cación de este modelo y, basados en ella, presentan una generalización
del modelo GIPSCAL.
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2.1.3. Modelo GIPSCAL Generalizado

En razón de lo relativamente complicado que puede ser la interpretación
del componente asimétrico de la solución en el modelo GIPSCAL, Kiers y
Takane (1994) propusieron una simpli�cación del modelo basados en a una
reparametrización de las matrices X y RI . Sea RI = UMUt la descom-
posición en valores singulares de RI , donde M es una matriz diagonal por
bloques con matrices

(
0 λt

−λt 0

)
, a lo largo de la diagonal y un cero en la última

posición, si n es impar. De (2.17) se sigue que los elementos de RI son �jos,
así que M es a su vez una matriz �ja. U es una matriz ortogonal conformada
con los correspondientes vectores propios de RI .

A partir de aquí, se de�ne X̃ = XU con lo cual, el modelo en (2.16) puede
escribirse, usando la referencia muestral, como

O = αX̃X̃t + βX̃MX̃t + γ11t + E, (2.20)

de modo que con estas modi�caciones, el componente antisimétrico, Oa, de
la matriz de datos es explicado por βX̃MÃt.

Esta representación permite examinar la contribución de cada par de
dimensiones por separado (Ver Kiers y Takane para detalles adicionales).
El modelo en (2.20) es una forma parametrizada de (2.16). Sin embargo,
esta formulación del GIPSCAL, con valores �jos en la matriz RI y por lo
tanto en M, no simpli�can la interpretación de la solución. En este sentido,
Kiers y Takane proponen su modelo GIPSCAL generalizado en el cual los
elementos no nulos en M no son �jos sino que deben ser estimados junto con
los demás parámetros, aunque se mantiene el requerimiento de que M debe
tener bloques 2×2 antisimétricos a lo largo de la diagonal. Esta modi�cación
del modelo GIPSCAL, se obtiene sustituyendo la matriz RI por una matriz
antisimétrica arbitraria. Bajo esta consideración, los escalares α y β pueden
ser eliminados del modelo al incluir

√
α en A siempre que α > 0, y β en M.

De esta manera, el modelo (2.20) puede escribirse, una vez eliminadas las
tildes, como

O = XXt +XMXt + γ11t + E, (2.21)

que constituye la expresión del modelo GIPSCAL generalizado.
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Estimación de parámetros del modelo GIPSCAL generalizado

Los parámetros del modelo GIPSCAL generalizado son, por un lado, la
matriz X y el coe�ciente γ y, por otro lado, los elementos δ1, . . . , δq de la ma-
triz M. Tales parámetros se estiman en un contexto de mínimos cuadrados,
de manera que minimicen la expresión

σg(X, δ1, . . . , δq, γ) = ∥O−XXt −XMAt − γ11t∥2, (2.22)

donde M es una matriz con bloques 2× 2 del tipo
(

0 δl
−δl 0

)
en la diagonal y

cero en la última entrada si p es impar. Los δl, con l = 1, . . . , q, dan cuenta
de la importancia de cada par de dimensiones para explicar el componen-
te antisimétrico de O. Cuando solo hay un par de dimensiones, caso en el
que p = 2, no hay diferencia entre GIPSCAL y GIPSCAL generalizado, la
diferencia aparece cuando hay más de un par de dimensiones lo cual ocurre
cuando p ≥ 4.

Para minimizar (2.22) se ha propuesto un algoritmo alternante de míni-
mos cuadrados que minimiza σg alternativamente sobre X, M y γ. Si X y M
son �jas, minimizar (2.22) sobre γ equivale a minimizar una forma cuadrática
en γ, cuya solución es

γ = 1t(O−XXt −XMXt)1/n2 (2.23)

Para M y γ �jas, se sigue un procedimiento que minimiza (2.22) sobre cada
�la de X asumiendo en cada caso, que las �las restantes son constantes. La
expresión a minimizar es

g(xt
i) = (oii − xt

ixi)
2 + ∥ϕ− Fxi∥2, (2.24)

donde xt
i es la i-ésima �la deX y oii denota el i-ésimo elemento de la diagonal

de (O− γ11t). Además, ϕ =
( or(i)
oc(i)

)
y
F =

(
X−i(I−Mt)
X−i(I−M)

)
,

con or(i) y oc(i) denotando la i-ésima �la y la i-ésima columna de (O− γ11t)
respectivamente, habiendo eliminado el i-ésimo elemento de la diagonal, y
X−i es la matriz X sin la i-ésima �la. Este problema fue resuelto por Ten
Berge (1991).

Si X y γ se dejan �jas, se puede minimizar (2.22) sobre δ1, . . . , δq toman-
do M = KD donde K es una matriz �ja de la misma forma que M con los
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elementos δ1, . . . , δq remplazados por 1s y 1 también en la última entrada
de la diagonal si p es impar, y D es la matriz diagonal que tiene los ele-
mentos δ1, δ1, δ2, δ2, . . . , δq, δq en la diagonal y cero al �nal si p es impar. Así,
minimizar (2.22) sobre M con X y γ �jos, se reduce a minimizar

σg(D) = ∥(O−XXt))−XKDXt∥2

= ∥V ec(O−XXt)− V ec(XKDXt)∥2

= ∥V ec(O−XXt)− (X⊗XK)V ec(D∥2

= ∥V ec(O−XXt)− (X× (XK))d∥2, (2.25)

dondeX×(XK) denota la matriz n2×p que contiene los productos Kronecker,
(⊗), de las columnas deX yXK correspondientes (ver Carrol & Chang, 1970,
pág. 286), y d contiene los elementos de la diagonal de D.

Así, el problema se reduce a minimizar ∥V ec(O−XXt)−Bw∥ con Bn×q

la matriz construida sumando columnas consecutivas de (X × (XK)) sin
considerar la última columna si p es impar, y w = (δ1, . . . , δq)

t. La solución
es

w = (BtB)−BtV ec(O−XXt). (2.26)

Actualizando alternativamente γ,x y M se obtiene un algoritmo monótona-
mente convergente para el modelo GIPSCAL generalizado.

En el ámbito de la generalización del producto escalar, se han propuesto
otros modelos además de los descritos hasta ahora. Entre ellos está el modelo
ASYMSCAL propuesto por Young (1975) basado en la distancia Euclidiana
ponderada dada en (1.3) (ver Chino, 1978), y el modelo de Chino & Shirai-
wa (1993) basado en una generalización del teorema Young & Householders
(1938).

Un modelo propuesto por Holman (1979), se basa en la relación de tran-
sitividad dada por

(ψij > ψji) ∧ (ψjk > ψkj) ⇒ (ψik > ψki), (2.27)

donde ψ.. es una medida de similaridad asimétrica entre dos estímulos. Los
modelos basados en (2.27) han sido denominados Modelos de sesgo débil. En
términos del componente antisimétrico, τij, de la descomposición de ψij =
γij + τij donde γij es el componente simétrico, (2.27) puede escribirse como
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(τij > τji) ∧ (τjk > τkj) ⇒ (τik > τki). (2.28)

Holman presentó un caso especial del modelo de sesgo débil que denominó
modelo de similaridad y sesgo, para el cual

ψij = F (γij + ri + cj), (2.29)

donde F es una función monótona general, γij es una similaridad simétrica, ri
es una función de sesgo sobre la i-ésima �la y cj es una función de sesgo sobre
la j-ésima columna. El modelo (2.29) puede formularse como un modelo de
sesgo en las �las de Ψ según la expresión

ψij = F (λi + pij), (2.30)

con λi = ri − ci y pij = ci + cj + γij. Análogamente, si µj = cj − rj y
qij = ri + rj + γij entonces, (2.29) puede formularse en términos del sesgo en
las columnas como

ψij = F (µj + qij), (2.31)

Para un estudio más detallado del modelo de similaridad y sesgo y una
revisión extensa de los modelos MDS asimétricos, ver por ejemplo Zielman
& Heisser (1996).

2.2. Modelos basados en distancias

Sea ∆ = (δij) una matriz N × N de disimilaridades asimétricas. En
adelante, se empleará ∆ tanto en la formulación de los modelo como en los
algoritmos de estimación.

2.2.1. Preliminares

Saito & Yadohisa, siguiendo a Saito (1991, 1993a) y Saito & Takeda
(1990), presentan una clasi�cación de matrices asimétricas y consideran al-
gunas condiciones asociadas.
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Tipos de matrices de disimilaridades asimétricas

T1: δii ̸= 0 para algún i

T2: δii ̸= 0 para algún i y no todas son idénticas.

T3: δii = 0 ∀i

Los modelos asociados con cada una de estos tipos se describirán bajo
las denominaciones Modelo I para las matrices del tipo T1, Modelo II para
las matrices del tipo T2 y el modelo Slide-Vector para las matrices del tipo
T1. También se describirán las particularidades de los modelos que admiten
matrices del tipo T3.

Para las matrices del tipo T1 y T2 se de�nen las cantidades siguientes:

δ−ij =
1

2
(δij + δji − δii − δjj) (2.32)

δ+ij =
1

2
(δij − δji + δii + δjj) (2.33)

δ̃ij =
1

2
(δij − δji + δii − δjj) (2.34)

δ∗ij = δij − δ.j − δi. + δ.., (2.35)

donde

δi. =
1

n

n∑
j=1

δij, δ.j =
1

n

n∑
i=1

δij, δ.. =
1

n2

n∑
i=1

n∑
j=1

δij, (2.36)

y

δ+i. =
1

n

n∑
j=1

δ+ij , δ+.j =
1

n

n∑
i=1

δ+ij , δ+.. =
1

n2

n∑
i=1

n∑
j=1

δ+ij . (2.37)

De (2.33) y (2.34) se sigue que

δ̃ij =
1

2
(δij − δji + δii − δjj)

=
1

2
(δij − δji + δii + δjj − δjj − δjj)

=
1

2
(δij − δji + δii + δjj)−

1

2
(δjj + δjj)

= δ+ij − δjj,
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pero δjj = δ+jj, con lo cual

δ̃ij = δ+ij − δ+jj. (2.38)

Análogamente,

δ+j. + δ+.j = δ+jj − δ+.. . (2.39)

La media de los elementos de la diagonal, δii, viene dada por

δii =
1

n

n∑
i=1

δii =
1

n

n∑
i=1

δ+ii = δ+.. . (2.40)

Para las ternas ordenadas (k, i, j) y los pares ordenados (i, j), se tienen las
siguientes condiciones para datos asimétricos:

(i) δki + δij − δkj ≥ δjj Desigualdad triangular generalizada

(ii) δ̃ki + δ̃ij = δ̃kj Aditividad

(iii) δ∗ij = δ∗ji Simetría centrada

(iv)
δij − δji
δii − δjj

= c (δii ̸= δjj) Razón constante.

La condición de aditividad puede expresarse como

δ̃ij = δ̃i. − δ̃j. = δ̃.j − δ̃.i, (2.41)

con lo cual, bajo aditividad, ∆̃ = (δ̃ij) es una matriz de rango 2.
Como un resultado importante para el estudio de modelos de distancia

para matrices de disimilaridad asimétricas, Saito (1991) estableció que si ∆
es una matriz de disimilaridades asimétricas del tipo T1, las condiciones de
aditividad y simetría centrada son equivalentes. Además, si se satisface la
desigualdad triangular generalizada, entonces δ−ij en (2.32) es una métrica.
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2.2.2. Modelo I de distancia generalizada

Sea ∆ = (δij) una matriz asimétrica de disimilaridades del tipo T1 con
δij ≥ 0 y sea dij(X) la métrica de Minkowsky dada en (1.5). El modelo

δij = dij(X) + θj + ϕk + γ ∀i, j = 1, . . . , n, (2.42)

fue propuesto por Saito (1991) y denominado Modelo I de distancia genera-
lizada o GDM-I, por sus siglas en inglés. En este modelo, los residuos rij =
δij−dij(X) pueden ser aproximados por la estructura aditiva rij = θj+ϕk+γ.
Los parámetros de (2.42) son X, θi, ϕj y γ. Zielman & Heisser (1996) de�nie-
ron los términos

bi =
1

2
(θi + ϕi)

ci =
1

2
(θi − ϕi)

gij = dij + bi + bj + γ.

Así, el modelo puede ahora ser escrito como

δij = gij + ci − cj, (2.43)

donde gij es un componente simétrico y ci − cj es un componente antisimé-
trico. El ajuste del modelo GDM-I por mínimos cuadrados, conduce a dos
procedimientos de mínimos cuadrados para el ajuste de los componentes si-
métrico y antisimétrico, respectivamente. Sin embargo, algunos problemas
pueden presentarse si se requiere que gij sea una métrica (ver Saito & Ya-
dohisa, pág. 132).

Indeterminación del modelo

El modelo en (2.42), posee una indeterminación por traslación para los
parámetros de la parte aditiva, debido a que

δ+ij = (θi + cγ) + (ϕj + cγ) + γ

= (θi − a) + (ϕj − b) + (γ + a+ b),
(2.44)
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con a, b y c constantes desconocidas. Una solución es hacer γ = 0. Sin embar-
go, para retener el parámetro γ la expresión en (2.42) puede descomponerse
en la forma

δ−ij = dij (2.45)
δ+ij = θi + ϕj + γ. (2.46)

También

δ̃ki = θi − θj, (2.47)

lo cual, ,comparado con (2.41), conduce a θi = δ̃i. + α con α constante.
Una ,condición necesaria y su�ciente para que el modelo GDM-I consiga

una con�guración X para las disimilaridades asimétricas δij dadas, es que
∆ = (δij) satisfaga tanto la desigualdad triangular generalizada como la
aditividad.

Ahora bien, si está dada una matriz de disimilaridades asimétricas ∆ =
(δij) que satisface la desigualdad triangular generalizada y la aditividad, es
posible estimar los parámetros X, θi, ϕj y γ, para un λ = 2 de la métrica de
Minkowsky dada en (1.5). La descomposición del modelo dada en (2.45) a
(2.47), indica que X y los demás parámetros pueden ser tratados separada-
mente. La matriz X = (xij) que representa las coordenadas de los estímulos
en un espacio euclidiano p-dimensional, puede ser determinada, más allá de
la indeterminación traslacional y rotacional, por MDS métrico (Torgerson,
1952). Si se utiliza la distancia Euclidiana ponderada en lugar de la métri-
ca de Minkowsky, la solución puede obtenerse a partir del procedimiento de
Schönemann (1972). Para la estimación de θi, ϕj y γ pueden considerarse los
siguientes casos (ver Bove & Critchley, 1993):

Caso 1. Bajo la restricción

n∑
i=1

θi =
n∑

i=1

ϕi = 0 (2.48)

la solución es

θi = δ+i. − δ+.. , ϕi = δ+.i − δ+.. , γ = δ+.. j = 1, . . . , n (2.49)
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Caso 2. Bajo la restricción

n∑
i=1

θi =
n∑

i=1

ϕi y γ = 0 (2.50)

la solución es

θi = δi. − δ.i + δii, ϕi = δ.i − δi. + δii, (2.51)

Caso 3. Bajo la restricción

n∑
i=1

θi y γ = 0 (2.52)

la solución es

θi =
1

2
(δi. − δ.i + δii − δii)

ϕi =
1

2
(δ.i − δi. + δii + δii),

(2.53)

Estimación de parámetros en el modelo GMD-I

Al incorporar el error E = (eij), el modelo GDM-I de�nido en (2.42)
puede escribirse como

δij = dij(X) + θi + ϕj + γ + eij ∀i, j = 1, . . . , n, (2.54)

donde

dij(X) =

{∑
r

wr|(xir − xjr|λ)

} 1
λ

, ∀λ ≥ 1. (2.55)

Si dij(X) es la distancia Euclidiana, la estimación de los parámetros puede
hacerse siguiendo un algoritmo de dos etapas. Primero se aplica MDS métrico
a ∆− y se obtiene una estimación de mínimos cuadrados para X. Obtenida
X̂, se obtienen también las distancias estimadas d̂ij. Sea aij = δij − d̂ij. La
estimación de los parámetros de la estructura aditiva del modelo, se obtiene
minimizando
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Q =
n∑
i

n∑
j

(aij(X̂)− θi − ϕj − γ)2, (2.56)

y la solución es

γ̂ = a.., θ̂i = ai. − a.., ϕ̂i = a.i − a.., (2.57)

con j = 1, . . . , n y ai., a.i y a.. los promedios por �la, columna y total de la
matriz A = (aij), respectivamente.

Si el modelo se ajusta directamente a los datos, las estimaciones pueden
obtenerse minimizando la función

L1(X,θ,ϕ,γ) =
n∑

i=1

n∑
j=1

(δij − (dij(X) + θi + ϕj + γ))2, (2.58)

sujeta a las restricciones (2.48) a (2.53). Si dij(X) es Euclidiana, las estima-
ciones dadas en (2.57) pueden ser consideradas estimaciones condicionadas
asociadas a una matriz arbitraria X no nula, lo que da paso a la segunda
función de pérdida dada solamente en términos de X por,

L2(X) =
n∑

i=1

n∑
j=1

(δij − (dij(X) + θi(X) + ϕj(X) + γ(X)))2. (2.59)

Esta función se minimiza sin restricciones para obtener los parámetros esti-
mados, para una dimensión p establecida previamente.

2.2.3. Modelo II de distancia generalizada

Este modelo, conocido como GDM-II por sus siglas en inglés, fue pro-
puesto por Saito and Takeda (1990) como una variante del GDM-I.

Sea ∆ = (δij) una matriz de disimilaridades asimétrica del tipo T2, con
δij ≥ 0. La formulación del modelo es

δij = dij(X) + aθi + bθj + γ ∀i, j = 1, . . . , n, (2.60)
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donde dij es una métrica. Condicionar a la matriz de disimilaridades a ser
del tipo T2, es equivalente a establecer que a + b ̸= 0 y no todos los θi son
iguales. Así, puede de�nirse una constante c como

c =
a− b

a+ b
, (2.61)

para la cual se satisface la condición de razón constante dada por

δij − δji
δii − δjj

= c. (2.62)

Ahora, dado que

δii = (a+ b)θi + γ, (2.63)

el modelo GDM-II dado en (2.60) puede escribirse de manera equivalente
como

δij = dij(X) +
1

2
(1 + c)δii +

1

2
(1− c)δjj, (2.64)

con lo cual el modelo puede explicar las asimetrías en la matriz ∆, a partir
únicamente del parámetro c.

Indeterminación del modelo

Si el modelo (2.60) es correcto, puede descomponerse como

δ−ij = dij (2.65)
δ+ij = aθi + bθj + γ. (2.66)

Así, el modelo implica las siguientes relaciones

δ+ij =
1

2
(1 + c)δii +

1

2
(1− c)δjj (2.67)

δ̃ij = a(θi + θj). (2.68)
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Una condición necesaria y su�ciente para que el modelo en (2.60) encuentre
una representación de las disimilaridades, es que se satisfagan las condiciones
de aditividad, de razón constante y la desigualdad triangular generalizada
para la matriz ∆ = (δij).

De la condición de razón constante, se sigue que

δi. − δ.i

δii − δii
= c con i = 1, . . . , n. (2.69)

Para la identi�cación de los parámetros, es necesario imponer algunas restric-
ciones. La parte aditiva del modelo se reformula en los términos siguientes

aθi + bθj + γ = aθ
′

i + bθ
′

j = ϕi + λϕj, (2.70)

con

θ
′

i = θi +
γ

a+ b
, ϕi = aθ

′

i, y λ =
b

a
̸= 1, (2.71)

lo que muestra que existe una indeterminación de traslación y multiplicación
para la parte aditiva. Sustituyendo λ en (2.61) se obtiene

c =
1− λ

1 + λ
. (2.72)

Ahora bien, si ∆ satisface la desigualdad triangular generalizada, la adi-
tividad y la condición de razón constante, entonces se pueden estimar los
parámetros del modelo GDM-II especi�cando dij(X) como distancia Eucli-
diana. Análogamente al GDM-I, la descomposición del modelo GDM-II dada
en (2.65) y (2.66) permite tratar a X independiente de los parámetros aditi-
vos. La matriz de representaciónX puede ser obtenida por MDS métrico. Las
dos restricciones dadas en los en los casos 1 y 2 siguientes, permiten tratar
la indeterminación de los parámetros aditivos. Sea

σδ =

(
n∑

i=1

(δii − δii)
2

) 1
2

y δdr =

(
n∑

i=1

δ2ii

) 1
2

. (2.73)
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Caso 1. Bajo la restricción

n∑
i=1

θ2i = 1 y
n∑

i=1

θi = 0 (2.74)

la solución es

θi = ± 1

σδ
(δii − δii), γ = δii, (2.75)

a = ±1

2
(1 + c)σδ y b = ±1

2
(1− c)σδ (2.76)

Caso 2. Bajo la restricción

n∑
i=1

θ2i = 1 y γ = 0 (2.77)

la solución es

θi = ± δii
δdr

, (2.78)

a = ±1

2
(1 + c)δdr y b = ±1

2
(1− c)δdr (2.79)

Estimación de parámetros en el GDM-II

Debido a la indeterminación de la parte aditiva, el modelo GDM-II puede
reescribirse como

δij = dij(X) + θi + λθj + γ + eij (2.80)
= dij(X) + ϕi + λϕj + eij, (2.81)

donde

ϕi = θi +
γ

1 + λ
(2.82)

y
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dij(X) =

{∑
r

wr|(xir − xjr|λ)

} 1
λ

, ∀λ ≥ 1. (2.83)

Si ∆− = (δ−ij) es una métrica, entonces dij(X) puede ser especi�cada a tener
una estructura particular. Si dij(X) es distancia Euclidiana, entonces c, o
equivalentemente λ, puede estimarse y entonces encontrarX. Para ello, puede
tomarse (2.69) como ĉ y usarla para obtener λ̂ a partir de (2.72). Luego,
asumiendo que se satisfacen (2.65) y (2.66), se tiene que

δ−ij = dij(X) (2.84)

δij = dij(X) +
1

2
(1 + c)δii +

1

2
(1− c)δjj (2.85)

δ+ij = ϕi + λϕj, (2.86)

y X puede obtenerse aplicando MDS métrico a (2.84). Otra manera de ob-
tener a X es calcular dij(X) sustituyendo ĉ en (2.85) y aplicar MDS métrico
a las distancias derivadas. Si se especi�ca dij(X) y se requiere p ̸= 2, es
necesario el uso de estimación no lineal sobre (2.85) para obtener X̂ y ĉ.

Finalmente, con X̂ y ĉ conocidas, se obtiene λ̂ a partir de (2.72) y se
sustituye en (2.86) para obtener una estimación de mínimos cuadrado de ϕi.

Ahora bien, si ∆ = (δij) es del tipo T3, es decir δii = 0 para todo i, las
de�niciones dadas en (2.32) a (2.35) se reducen a

δ−ij =
1

2
(δij + δji) (2.87)

δ+ij =
1

2
(δij − δji) = δ̃ij, (2.88)

y δ∗ij es la misma que en (2.35). La desigualdad triangular generalizada es
ahora la desigualdad triangular. Análogamente a una matriz de tipo T1,
para una matriz del tipo T3 la desigualdad triangular se satisface si y solo
si, se satisface la aditividad. Además, si se satisface la desigualdad triangular
entonces δ−ij satisface los axiomas de una métrica.

Si ∆ = (δij) es de tipo T3, entonces para el modelo GDM-I dado por
δij = dij + θi +ϕi + γ, se tiene que δii = θi +ϕi + γ = 0 así que γ = −θi −ϕi,
sustituyendo esta expresión en el modelo se obtiene
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δij = dij − ϕj − ϕi, (2.89)

o, de manera equivalente,

δij = dij + θi − θj. (2.90)

Por otro lado, para el GDM-II dado por δij = dij +aθi+ bθj +γ, se tiene que
δii = aθi + bθi + γ = 0 con lo cual γ = −aθi − bθi. Al sustituir esta expresión
en el modelo, se obtiene

δij = dij + bθj − bθi, (2.91)

o, de forma equivalente

δij = dij + aθi − aθj. (2.92)

Sustituyendo aθi por θi se obtiene la misma expresión que en (2.90). La
descomposición de este modelo está dada por

δ−ij = dij(X) (2.93)

δ+ij = θj − θk = δ̃ij. (2.94)

El modelo cuya formulación está dada por (2.90) provee una represen-
tación X para ∆ en un espacio de dimensión p, si y solo si, ∆ satisface la
desigualdad triangular generalizada y la condición de aditividad.

2.2.4. Modelos del tipo Distancia-Densidad

En el estudio de la representación MDS de proximidades asimétricas,
también se ha propuesto una clase de modelos en los que se asume que las
proximidades observadas no solo son una función de las distancias entre los
puntos de la con�guración X, sino que también dependen de la densidad
espacial de otros puntos en la región circundante a la con�guración. En este
sentido, Krumhansl (1978) propuso un modelo desarrollando la noción suge-
rida por Birnhaum (1974), Parducci (1973), Parducci & Marshall (1961) y
Parducci & Perrett (1971), acerca del efecto de la densidad espacial sobre las
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medidas de proximidad. El supuesto central de tales modelos, conocidos co-
mo modelos de distancia-densidad, es que dos puntos en una región densa del
espacio de los estímulos, tendrían una medida de proximidad menor que dos
puntos con igual distancia entre ellos pero localizados en una región menos
densa del espacio. Aquí se expone una versión métrica propuesta por Saito
& Yadohisa (2005) del modelo de distancia-densidad original de Krumhansl.

La formulación del modelo para una matriz de disimilaridades ∆ = (δij)
del tipo T2, es

δij = dij(X) + αρi(X) + βρj(X) + γ, (2.95)

donde α y β son parámetros positivos y ρ es una función de densidad espacial
para la cual han sido propuestas dos de�niciones:

ρi(X) =
n∑

i̸=j

g(dij(X)), (2.96)

donde g(·) es una función decreciente de la distancia, tal como g(d) = d−h o
exp (−hd), y

ρi(X) =
n∑

j=1

εij, (2.97)

donde εij = 1 si dij(X) ≤ ρ y εij = 0 en otro caso. Así, ρi(X) indica el
número de puntos dentro de un radio �jo ρ.

Haciendo i = j en (2.95) se obtiene

δii = (α + β)ρi + γ. (2.98)

Dado que α, β > 0 se sigue que ρi > ρj ⇔ δii > δjj. Por otro lado,

δij − δij = (dij(X) + αρi(X) + βρj(X) + γ)

− (dji(X) + αρj(X) + βρi(X) + γ)

= α(ρi − ρj) + β(ρj − ρi)

= (α− β)(ρi − ρj).

(2.99)
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Cuando α > β, entonces δij > δji ⇔ δii > δjj, y cuando α < β, entonces
δij < δji ⇔ δii > δjj. En consecuencia, los elementos de la diagonal están
relacionados con la dirección de la asimetría.

Si ρi es reemplazado por θi, el modelo (2.95) se transforma en el modelo
GDM-II dado en (2.60) y satisface (2.69), con lo cual una condición necesaria
y su�ciente para que el modelo de distancia-densidad dado en (2.95) pueda
representar adecuadamente a las disimilaridades observadas, es que para la
matriz ∆ = (δij) se satisfagan la desigualdad triangular generalizada, la
aditividad y la condición de razón constante. El modelo (2.95) se descompone
como

δ−ij = dij(X) (2.100)
δ+ij = αρi(X) + βρj(X) + γ. (2.101)

Para estimar los parámetros del modelo, es necesario especi�car las funcio-
nes dij(X) y ρi(X) en orden a evitar que (2.95) constituya un conjunto de
ecuaciones no lineales. Si dij(X) es la distancia Euclidiana, entonces X pue-
de estimarse a partir de (2.92) usando MDS ordinario. La estimación de los
parámetros α, β y γ se hace a partir de (2.93). Para ello, se obtiene c, como
ha sido de�nida en (2.61), usando (2.62) o (2.69). Puede �jarse γ = 0 debido
a que ρi no debería tener indeterminación traslacional. Una vez conocido el
valor de la constante c y con γ = 0, α y β pueden estimarse bajo alguna de
las dos situaciones siguientes:

Caso 1. Fijar α o β a 1. Por ejemplo, si α = 1 entonces, a partir de
(2.61) con a = α y b = β, se obtiene que

β =
1− c

1 + c
(2.102)

con lo cual, de (2.93)

ρi(X) =
1

1 + β
δii =

1

2
(1 + c)δii (2.103)

Caso 2. Para determinar los valores relativos de la densidad, hacemos
n∑

i=1

(ρi(X))2 = 1 (2.104)
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y así, por (2.73)

ρi(X) =
δii
δdr

(2.105)

α =
1

2
(1 + c)δdr y β =

1

2
(1− c)δdr (2.106)

En ambos casos,

αρi(X) =
1

2
(1 + c)δii y βρi(X) =

1

2
(1− c)δii. (2.107)

En este caso el parámetro c es su�ciente para explicar la asimetría.

El modelo de Weeks y Bentler

Sea ∆ = (δij) una matriz de disimilaridades asimétricas con δij ≥ 0 y
δii = c. Para una matriz tal, Weeks & Bentler (1982) propusieron un modelo
dado por

δij = βdij + ηi − ηj + γ con i, j = 1, . . . , n, (2.108)

donde β > 0 y

dij(X,W) = ((xi − xj)
tW(xi − xj))

1
2 , (2.109)

donde W es una matriz p × p de�nida positiva. Para este modelo, la de-
sigualdad triangular generalizada y la condición de aditividad constituyen
una condición necesaria y su�ciente.

Weeks & Bentler propusieron sendos procedimientos de estimación de
mínimos cuadrados, para tratar por separado la parte simétrica y la parte
antisimétrica del modelo. Estos son

Q1(X,W, γ) =
n∑

i=1

n∑
j=1

(δsij − βdij(X,W) + γ)2, (2.110)

y

Q2(η) =
n∑

i=1

n∑
j=1

(δaij − ηi + ηj)
2, (2.111)
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donde δsij y δaij corresponden a la parte simétrica y antisimétrica respecti-
vamente, de la descomposición δij = δsij + δaij derivada, a su vez, de la des-
composición ∆ = ∆s + ∆a, donde ∆s = (∆ + ∆t)/2 y ∆a = (∆ − ∆t)/2.
Si en (2.110), dij es Euclidiana y β = 1, la estimación de X se reduce a un
problema de MDS métrico con una constante aditiva. Por otro lado, (2.111)
conduce a aproximar a ∆a por una matriz antisimétrica de rango 2.

2.2.5. El modelo Slide-Vector

Zielman & Heisser (1993) propusieron el modelo slide-vector para analizar
matrices de disimilaridad asimétricas del tipo T1. El modelo representa las
asimetrías por un desplazamiento uniforme del vector diferencia entre los dos
puntos de un espacio p-dimensional. El modelo se formula como

δ2ij(X, z ) =

p∑
t=1

(xit − xjt + zt)
2. (2.112)

Como siempre, X es una matriz de coordenadas n× p y z es el slide-vector.
De acuerdo con esto,

δii =

(
p∑

t=1

z2t

) 1
2

= lz ̸= 0. (2.113)

Para consideraciones grá�cas del modelo, ver, por ejemplo el cap. 4 de Saito
& Yadohisa. El modelo postula que a mayor disimilaridad entre los estímulos,
existe un mayor grado de asimetría. Además, los estímulos posicionados en
la misma dirección del slide-vector dominan a los otros en las relaciones
asimétricas.

El desarrollo de (2.114) produce

δ2ij =

p∑
t=1

(xit − xjt)
2 +

p∑
t=1

(zt)
2 + 2

p∑
t=1

zt(xit − xjt). (2.114)

Indeterminación del modelo

Sea

δ2ij = sij + aij, (2.115)
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donde

sij =
1

2
(δ2ij + δ2ji) (2.116)

aij =
1

2
(δ2ij − δ2ji). (2.117)

La expresión en (2.115) constituye la descomposición del cuadrado de las
disimilaridades en un componente simétrico y uno antisimétrico, lo cual co-
rresponde a la descomposición del modelo en la forma

sij = d2ij + l2z (2.118)
aij = 2z t(x(i) − x(j)), (2.119)

donde

d2ij =

p∑
t=1

(x(i) − x(j))
2. (2.120)

Para ver la indeterminación de los parámetros, sea T una matriz ortogonal
y sea ξ un vector de traslación. Entonces, bajo las transformaciones X̃ =
XT+ ξ y z̃ = Ttz se tiene que

dij(X̃) = dij(X) y ztz = z̃tz̃ = l2z , (2.121)

con lo cual sij y aij resultan invariantes bajo rotaciones y traslaciones y se
requieren algunas restricciones para tratar con tal indeterminación.

La matriz A = (aij) del componente antisimétrico de ∆ cuyos elementos
están dados en (2.108), se declara de tal forma que

A = 2(Xz1t − 1z tXt) = 2(τ1t − 1τ t), (2.122)

donde τ = Xz , con lo cual A es de rango 2 y aij = 2(τi − τj). A partir de
(2.124) puede derivarse la expresión

AA1 = λ1, (2.123)

con
λ = 4(θ21 − nθ2)1, θ1 = 1tτ y θ2 = τ tτ (2.124)
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Por otro lado, de�niendo

qij =
1

2
(δ2ij + δ2ji + δ2jj + δ2ii), (2.125)

si qij es no negativo, entonces de (2.125) se sigue que

δ2ij + δ2ji ≥ δ2jj + δ2ii), (2.126)

por lo tanto, si se satisface la desigualdad anterior entonces qij es una métrica.
Sea Q = (qij) y H una matriz centrada y sea

B = HQH. (2.127)

Serán necesarias las siguentes tres condiciones para que el modelo slide-
vector pueda representar a una matriz de disimilaridades ∆ del tipo T1:

Condición 1: la matriz ∆ satisface la aditividad.

Condición 2: La matriz A es de rango 2. El grá�co bidimensional de
los estímulos en términos de los vectores singulares de A revela un
patrón lineal sobre el plano. El espaciamiento de los puntos sobre la
línea corresponde a la proyección de los estímulos sobre el slide-vector.

Condición 3: qij ≥ 0 ∀i, j = 1, . . . , n. B es semide�nida positiva de
rango p.

Saito (2003) muestra que, bajo algunos supuestos, las condiciones 1 y 3
son necesarias y su�cientes para el modelo. Para la estimación de los pará-
metros del modelo slide-vector, Zielman & Heisser sugirieron un algoritmo
de unfolding restringido en dos etapas, una etapa mejora la localización de
los puntos y la otra resuelve el problema de la proyección métrica. Un paso
adicional provee el escalamiento de las disimilaridades.
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Capítulo 3

Modelos de Ecuaciones
Estructurales

3.1. Introducción

En las últimas décadas del siglo pasado, los modelos de ecuaciones es-
tructurales, SEM por sus siglas en inglés, emergieron como una versátil he-
rramienta estadística para el análisis de datos multivariantes en una gran
variedad entres las cuales están la sociología, psicología, educación, estudios
de mercado, �nanzas y ciencia política. Sin embargo, las raíces de SEM se
remontan a la primera mitad del siglo pasado cuando Spearman (1904, 1927)
desarrolló el análisis factorial y Wright (1918, 1921, 1934, 1960) introdujo
el análisis de trayectorias para modelar relaciones complejas entre variables
observadas, empleando coe�cientes de correlación y análisis de regresión. En
la década de los 60, Karl Jöreskog contribuye a desarrollar el Análisis Facto-
rial Con�rmatorio (CFA por sus siglas en inglés) basado en los trabajos de
Howe (1955), Anderson & Rubin (1956) y Lawley (1958). CFA es empleado
con frecuencia para probar si la variabilidad observada entre un conjunto de
ítems está determinada por un constructo subyacente y para examinar pa-
trones de interrelaciones entre constructos. Estos, son variables hipotéticas
o latentes y por lo tanto no observables, que subyacen a los ítems y pue-
den explicar la mayor parte de su variabilidad conjunta. SEM, en esencia,
combina el análisis de trayectorias y el CFA en una herramienta de análisis
estadístico que permite el empleo simultáneo de variables observadas y varia-
bles latentes. Un punto de in�exión en el desarrollo de los modelos SEM, se
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produjo cuando Jöreskog expuso que las variables observadas en los modelos
econométricos están sujetas a errores de medición y propuso sustituirlas por
variables latentes.

Un impulso notable que condujo a la popularización de los modelos SEM,
también denominados análisis de estructura de covarianza, proviene de los
trabajos de Jöreskog (1969, 1973), Keesling (1972) y Wiley (1973) cuyos
resultados se conocieron en principio como el modelo JKW y se popula-
rizó luego como el modelo de relaciones estructurales lineales (LISREL: LI-
near Structural RELation). Este mismo nombre fue dado al primer programa
computacional para analizar modelos estructurales desarrollado en la déca-
da de los 70 por Jöreskog & Van Thillo (1973) y Jöreskog (1977). En sus
inicios, el uso de LISREL requirió la programación en un lenguaje de co-
mandos matricial. Posteriormente, en la década de los 90, LISREL se hizo
más amigable como resultado de los trabajos de Jöreskog & Sörborn (1993a,
1993b) y la introducción del lenguaje SIMPLIS (SIMPle LISrel) y más tar-
de, con la primera versión interactiva. Desde entonces, varios programas han
sido desarrollados para analizar modelos estructurales y han contribuido al
uso extendido de SEM en una gran cantidad de áreas de investigación. Entre
ellos, EQS (Bentler, 1995), Amos (Arbuckle, 1995), MPLUS (Muthén & Mut-
hén, 1998), SAS-PROC CALIS (SAS Institute, 1989) y RAMONA (Browne
& Mels, 1994). Referencias históricas más extensas acerca del desarrollo de
los modelos de ecuaciones estructurales pueden ser revisadas, por ejemplo,
en Bentler, P.M. (1980, 1986) y Shumacker & Lomax (2010).

Este capítulo se presenta como una muy breve introducción a los mo-
delos con ecuaciones estructurales. Solo expone algunas ideas subyacentes a
la metodología y por razones de espacio y propósitos del trabajo no trata
varias temas importantes. No obstante, a través del texto se ofrecen am-
plias referencias cuya lectura subsana exhaustivamente las carencias de esta
exposición.

3.1.1. Características de los modelos SEM

Las siguientes son algunas de las características de los modelos SEM.

1. Permiten especi�car relaciones entre variables observadas, entre varia-
bles latentes, y entre variables latentes y observadas en un mismo mo-
delo, lo que le otorga una gran �exibilidad a la metodología.
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2. Permiten especi�car errores de medición para todas las variables obser-
vadas, tanto predictores como predichas, y modelar correlaciones entre
errores a través de las ecuaciones. Esta característica es una ampliación
a los modelos multiecuacionales clásicos los cuales solo modelan errores
para las variables predichas y los errores no deben estar correlacionados.

3. El ajuste del modelo deriva de minimizar una función de la diferencia
entre las covarianzas observadas y las covarianzas predichas, a diferen-
cia de los modelos clásicos basados en regresión los cuales minimizan
una función de la diferencia entre los valores predicho y observado para
cada caso. El empleo de matrices de covarianza en lugar de observa-
ciones individuales, hace que modelos como regresión, ANOVA y los
modelos econométricos entre otros, constituyan casos especiales de los
modelos SEM (Bollen, 1989).

4. La metodología es útil para evaluar la validez de teorías sustantivas con
datos empíricos. En este sentido, SEM es una metodología eminente-
mente con�rmatoria, aun cuando en ocasiones ha sido usada con �nes
exploratorios.

5. Estadísticamente, los modelos SEM representan una generalización del
modelo lineal generalizado (GLM). Así que los modelos SEM son mo-
delos lineales, aunque han sido extendidos para analizar términos de
interacción y relaciones no lineales.

6. El desarrollo y la expansión de SEM es rápida y continua (ver por
ejemplo Carpita, Brentari & Qannari, 2015; Montfort, Oud & Satorra
2010, Hancock & Samuelsen, 2008; Skrondal & Rabe-Hesketh, 2004).

Una revisión más extensa acerca de las características de los modelos
de ecuaciones estructurales, puede encontrarse en Marcoulides & Moustaki
(2002) y Marcoulides & Schumacker (2001).

3.1.2. Tipos de modelos SEM

De manera similar a MDS, el término SEM se re�ere a un conjunto de
modelos diseñados para el análisis estadístico de procesos complejos. A con-
tinuación se describen brevemente los más comúnmente usados.
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Modelos de variables observadas. Este modelo es también conocido co-
mo análisis de trayectorias (Path analysis model). No incluye varia-
bles latentes y asume que todas las variables son medidas sin error.
Los errores considerados en el modelo, son errores en las ecuaciones o
perturbaciones, no errores de medición, que afectan solo a las varia-
bles criterio. Por esta razón, algunos investigadores no consideran a los
modelos de variables observadas como modelos SEM típicos (Raycov
& Marcoulides, 2010). Sin embargo, el análisis de trayectorias es una
generalización del modelo de regresión múltiple. El modelo involucra
múltiples ecuaciones de regresión que son estimadas simultáneamente,
con la particularidad de que una variable puede ser criterio y predictor
simultáneamente1. También es posible analizar relaciones bidirecciona-
les entre variables. Modelos de esta clase son comunes en las ciencias
sociales y son, en realidad, un caso particular del modelo de ecuaciones
estructurales general.

Análisis factorial con�rmatorio. Estos modelos son usados para anali-
zar patrones de interrelaciones entre variables latentes o constructos.
Los constructos son, por lo general, medidos con indicadores múltiples.
En un modelo de análisis factorial con�rmatorio se supone que no hay
relaciones direccionales entre los constructos, solo se asume que corre-
lacionan entre si.

Modelo de ecuaciones estructurales general. Este modelo, también de-
nominado modelo de regresión estructural, es una síntesis del análisis
de trayectorias y el análisis factorial con�rmatorio. Permite evaluar la
relación entre los constructos y sus indicadores y al propio tiempo, con-
trastar hipótesis acerca del efecto direccional o causal de unas variables
latentes sobre otras. También es posible modelar la in�uencia de una
variable observada sobre una variable latente, así como la in�uencia
entre indicadores de distintas variables latentes.

1En análisis de regresión clásico, los predictores son variables independientes en el
sentido que ellas no son predichas o explicadas por otras variables en el modelo. En análisis
de trayectorias y en los modelos SEM en general, una variable puede ser predictor para
otra variable y al propio tiempo ser explicada por otras variables del modelo. Por esta
razón, en el contexto SEM es común emplear los términos variable endógena para referir
a una variable que es explicada en el modelo aun cuando ella pueda ayudar a explicar a
otras variables, y variable exógena para las variables que no son explicadas en el modelo
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En la primera década de este siglo, la investigación en el contexto SEM
ha estado dirigida al desarrollo de modelos para datos longitudinales con
variables latentes. Estos desarrollos incluyen modelos de tiempo continuo
para datos tipo panel y modelos de crecimiento latente. Para una amplia
revisión de estos avances, ver por ejemplo Montfort, et. al. (2010).

3.1.3. Lógica de los modelos de ecuaciones estructurales

Los modelos descritos arriba, tienen en común que la evaluación de la
bondad de ajuste parte de contrastar la hipótesis

Σ = Σ(θ), (3.1)

donde Σ es la matriz de covarianzas poblacional de las variables observadas,
θ es un vector que contiene los parámetros del modelo y Σ(θ) es la matriz
de covarianzas escrita como una función de θ.

Una forma de entender la ecuación anterior es pensar que Σ es una sín-
tesis de las relaciones entre las variables observadas tal como existen en una
realidad de interés para el investigador. Para intentar explicar tal realidad, el
investigador asume una perspectiva teórica que conduce a un modelo teórico
especí�co para el cual las relaciones propuestas se resumen en Σ(θ). Así, la
ecuación (3.1) postula que la perspectiva teórica resumida en Σ(θ) explica
las relaciones entre las variables observadas resumidas en Σ. En este sentido,
Σ(θ) es la matriz de covarianzas implicada por el modelo. La ecuación (3.1)
postula que la matriz de covarianzas poblacional de las variables observadas
es función de los parámetros del modelo. Por lo tanto, si el modelo es co-
rrecto y los parámetros en θ son conocidos, entonces la matriz Σ puede ser
exactamente reproducida por la matriz implicada por el modelo.

No es común que Σ(θ) sea exactamente igual a Σ y como veremos más
adelante (sección 3.1.6), tampoco es de interés estadístico. Lo que realmente
interesa, es que la diferencia entre ellas no sea signi�cativamente distinta de
cero. Para chequearlo, hay varias funciones de ajuste disponibles que produ-
cen un estadístico para contrastar la hipótesis H0 : Σ = Σ(θ) (ver sección
3.1.6).

A modo de ilustración, considérese la ecuación de regresión simple

y = γx + ζ, (3.2)
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donde y, x y γ son variables aleatorias, γ es el coe�ciente de regresión y ζ es el
término de error en la ecuación o término de perturbación que no correlaciona
con x y tal que su valor esperado, E(ζ), es cero. La matriz de covarianzas po-
blacional de las variables observadas x e y, incluyendo solamente los términos
no redundantes, es

Σ =

(
σ2
y

σxy σ2
x

)
, (3.3)

donde σ2
y y σ2

x denotan la varianza de y y x, respectivamente y σxy es la
covarianza de x con y. El vector de parámetros para este modelo es θ =
[σ2

x σ2
ζ γ]t.

Para escribir Σ en función de θ, nótese que a partir de (3.2) se obtiene

σ2
y = γ2σ2

x + σ2
ζ (3.4)

y σxy = γσ2
x, (3.5)

así que

Σ(θ) =

(
γ2σ2

x + σ2
ζ

γσ2
x σ2

x

)
. (3.6)

La tarea sería entonces, encontrar estimaciones para los elementos de θ

que minimicen una función apropiada de la diferencia entre Σ y Σ(θ). El
modelo en (3.2) podría modi�carse para incluir más variables explicativas,
algunas de las cuales podrían ser variables latentes o factores, medidos con
indicadores múltiples y sus respectivas cargas factoriales. Podría permitirse
además, correlaciones entre términos de perturbación y entre términos de
varianza única creando así un modelo bastante general. Aun así, podría pro-
barse que el modelo resultante es un caso especial de la ecuación de estructura
de covarianza dada en (3.1).

En la sección (3.1.4), se examina el modelo de ecuaciones estructurales ge-
neral considerando el proceso de especi�cación y la construcción de la matriz
de covarianza implicada. En esa sección también se muestra que el análisis
de trayectorias y el análisis factorial con�rmatorio son especializaciones del
modelo general. El tema de la identi�cación del modelo y los parámetros, se
trata en la sección (3.1.5) y la estimación y el ajuste en la sección (3.1.6).
El capítulo �naliza con la sección (3.1.7) dedicada a los procedimientos para
estimar las puntuaciones de los factores.
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3.1.4. El modelo de ecuaciones estructurales general

El modelo de ecuaciones estructurales general o modelo de regresión es-
tructural, es una síntesis del modelo de variables observadas y el modelo de
análisis factorial con�rmatorio. Consiste de un componente de medida que
especi�ca la relación entre variables observadas y variables latentes en el sen-
tido del análisis factorial con�rmatorio y un componente latente, que analiza
las relaciones direccionales entre variables latentes2.

Una variable latente es una variable cuya realización no es observable
directamente, en contraste con las variables mani�estas cuyas realizaciones
son observadas. Por lo general, representan conceptos que varían en su grado
de abstracción. Por ejemplo, inteligencia, clase social y expectativas son con-
ceptos altamente abstractos mientras que el ingreso, es un concepto menos
abstracto. Los conceptos, también llamados constructos hipotéticos (Cron-
bach, 1971), se miden indirectamente a través de un conjunto de ítems o
indicadores, los cuales son variables observadas o mani�estas. Los indicado-
res contienen errores de medida aleatorios o sistemáticos, pero la variable
latente está libre de ellos (Bollen, 1989). Una variable latente también pue-
de representar una variable continua medida con error, de tal forma que el
verdadero valor, que no es observado, se de�ne como el valor esperado de
la variable mani�esta (Skrondal & Rabe-Hesketh, 2004). En cualquier caso,
las variables latentes requieren, por lo general, indicadores múltiples para ser
medidas y la relación entre los indicadores y las variables latentes constituyen
el componente de medida del modelo estructural general.

Las variables, latentes o mani�estas, se denominan endógenas si son ex-
plicadas en el modelo, aun cuando al propio tiempo pueden contribuir a la
explicación de otras variables, o exógenas si solo se usan para explicar a
otras variables. El apartado siguiente revisa cómo las variables entran en un
modelo de regresión estructural.

Especi�cación del modelo

La especi�cación de un modelo estructural general requiere, en primer
lugar, una estructura especí�ca entre las variables latentes exógenas y en-
dógenas. Tal estructura constituye un conjunto de hipótesis acerca de rela-
ciones direccionales entre los constructos y representa el componente latente

2Bollen (1989) llama modelos a estos componentes y se re�ere a ellos como el modelo
de medición y el modelo de variables latentes, respectivamente.
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del modelo. En segundo lugar, requiere especi�car el componente de medida
que indica cómo se han de medir las variables latentes. Ambos componentes
constituyen el modelo estructural general.

La formulación general del componente latente está dada por

η = Bη+ Γξ + ζ (3.7)

,
donde η es el vector m × 1 de variables latentes endógenas, ξ es el vector
n×1 de variables latentes exógenas, B es una matriz m×m cuyos elementos
son los coe�cientes que miden el efecto de variables latentes endógenas sobre
otras variables latentes endógenas, Γ es una matriz m×n de coe�cientes para
los efectos de ξ sobre η y ζ es el término de perturbación estocástica para
las relaciones planteadas por el modelo, también llamado término de error en
las ecuaciones. Para una observación i, ζi incluye a las variables que afectan
a ηi y no están incluidas de manera explícita en la ecuación correspondiente.

El modelo en (3.7) asume que

E(η) = 0 E(ξ) = 0 E(ζ) = 0 (3.8)
σζξ = 0 |I−B| = 0. (3.9)

Las dos primeras expresiones en (3.8), indican que ηi en η y ξi en ξ entran
al modelo desviadas de su media. Esto es, si η∗

i y ξ∗
i son las variables origina-

les, entonces ηi = η∗
i −E(η∗

i ) ∀i = 1, . . . ,m, y ξi = ξ∗
i −E(ξ∗

i ) ∀i = 1, . . . , n.
Esta transformación simpli�ca los cálculos sin afectar la covarianza entre las
variables. Si la matriz I−B es no singular, como se asume en (3.9), entonces
la ecuación en (3.7) puede escribirse en su forma reducida. En efecto, de (3.7)
se sigue que

η−Bη = Γξ + ζ,

con lo cual

η = (I−B)−1(Γξ + ζ). (3.10)

Las matrices B y Γ son matrices paramétricas. Sus elementos deben ser
estimados en orden a determinar las propiedades del modelo. No obstante,
algunos de sus elementos pueden �jarse a un valor constante para efectos de
identi�cación o por razones teóricas, o restringirse a ser una función de otros
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parámetros. Se asume además que los ζi con i = 1 . . .m, son homoscedásticos
y no autocorrelacionados. Es decir, para una misma ecuación las perturba-
ciones asociadas a dos observaciones cualesquiera no están correlacionadas
y tienen la misma varianza. Sin embargo, el modelo estructura general es
de ecuaciones múltiples y las perturbaciones para dos ecuaciones distintas
pueden tener correlación no nula y varianzas distintas.

Para el componente latente se de�nen también las matrices

Φ = (ϕij)n×n = E(ξξt) (3.11)

y

Ψ = (ψij)m×m = E(ζζt). (3.12)

Así, Φ es la matriz de covarianzas de las variables latentes exógenas y
Ψ es la matriz de covarianzas de las perturbaciones. Si los errores en las
ecuaciones no están correlacionados, entonces Ψ es diagonal. Estas matrices,
al igual que B y Γ, son matrices paramétricas.

El componente de medición del sistema general, está dado por

y = ΛΛΛyηηη+ ϵϵϵ (3.13)

x = ΛΛΛxξξξ + δδδ, (3.14)

donde y es un vector p × 1 de indicadores de η y x es un vector q × 1 de
indicadores de ξξξ. La matriz ΛΛΛy de orden p×m y la matriz ΛΛΛx de orden q×n,
contienen ambas los parámetros λi que vinculan a las variables latentes con
las variables mani�estas. En términos del análisis factorial, los λi representan
las cargas factoriales. Por otro lado, ϵϵϵ, vector p× 1 y δδδ, vector q × 1, son los
errores de medición o errores de medida de y y x, respectivamente. Las
matrices ΛΛΛy y ΛΛΛx son matrices paramétricas, lo que signi�can que poseen
elementos libres que deben ser estimados. Además, se de�nen las matrices

Θϵ = (θij)p×p = E(ϵϵt) (3.15)

y

Θδ = (θij)q×q = E(δδt). (3.16)
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que son las matrices de covarianzas de los errores de medida. Θϵ contiene
las varianzas del error y sus covarianzas para el vector y, mientras que Θδ

contiene las varianzas del error y sus covarianzas para el vector x. Si los
errores no están correlacionados, entonces Θϵ y Θδ son, cada una de ellas,
una matriz diagonal. En (3.13) y (3.14) se asume que

E(η) = E(ξ) = E(ϵ) = E(δ) = 0.

Además, ϵ y δ no correlaciona entre ellos ni con ξ y η.

Matriz de covarianza implicada por el modelo

La hipótesis fundamental del modelo SEM general es que la matriz de
covarianzas poblacional de las variables observadas, Σ puede escribirse en
función de los parámetros del modelo (ecuación 3.1). La relación de Σ a
Σ(θθθ) es básica para entender los procesos de identi�cación, estimación y
ajuste del modelo (Bollen, 1989). Σ(θθθ) puede escribirse como

Σ(θθθ) =

(
Σyy(θθθ)
Σxy(θθθ) Σxx(θθθ)

)
, (3.17)

donde Σyy(θθθ), Σxx(θθθ) y Σxy(θθθ) corresponden a la matriz de covarianza de
y, la matriz de covarianza de x y la matriz de covarianza de y con x, respec-
tivamente, escritas en función de los parámetros del modelo contenidos en el
vector θ. A partir de (4.9), se tiene que

Σyy(θθθ) = E(yyt)

= E[(ΛΛΛyηηη+ ϵϵϵ)(ΛΛΛyηηη+ ϵϵϵ)t]

= E[(ΛΛΛyηηη+ ϵϵϵ)(ηηηtΛΛΛt
y + ϵϵϵt)]

= ΛΛΛyE(ηηηηηηt)ΛΛΛt
y + θϵ. (3.18)

Usando (3.10), puede escribirse

E(ηηηηηηt) = (I−B)−1(ΓΦΓt +Ψ)[(I−B)−1]t, (3.19)

y sustituyendo (3.19) en (3.18), se obtiene

Σyy(θθθ) = ΛΛΛy(I−B)−1(ΓΦΓt +Ψ)[(I−B)−1]tΛΛΛt
y + θϵ. (3.20)

72



Analogamente, se prueba que

Σyx(θθθ) = ΛΛΛy(I−B)−1ΓΦΛΛΛt
x, (3.21)

y que

Σxx(θθθ) = ΛΛΛxΓΛΛΛ
t
x + θδ, (3.22)

de tal forma que

Σ(θθθ) =

(
Σyy(θθθ) Σyx(θθθ)
Σxy(θθθ) Σxx(θθθ)

)
=

(
ΛΛΛy(I−B)−1(ΓΦΓt +Ψ)[(I−B)−1]tΛΛΛt

y + θϵ ΛΛΛy(I−B)−1ΓΦΛΛΛt
x

ΛΛΛxΦΓt[I−B)−1]tΛΛΛt
y ΛΛΛxΦΛΛΛt

x +Θδ

)
,

(3.23)
es la matriz implicada por el modelo estructural general, donde cada elemento
de Σ está escrito en función de parámetros del modelo. Nótese que Σxy(θθθ) =
(Σyx(θθθ))

t.
El modelo de ecuaciones estructurales con variables observadas, asume

que todas las variables son medidas sin error. Con lo cual (3.13) y (3.14) se
transforman en y = η y x = ξ, respectivamente. Esto conduce a que Λy = Ip,
Λx = Iq yΘϵ yΘδ son matrices nulas. Sustituyendo estos resultados en (4.12)
se obtiene para el modelo de variables observadas dado por

y = By + Γx+ ζ, (3.24)

que la matriz de covarianza implicada es

Σ(θθθ) =(
(I−B)−1(ΓΦΓt +Ψ)[(I−B)−1]t (I−B)−1ΓΦ

ΦΓt[I−B)−1]t Φ

)
. (3.25)

Por otra parte, el modelo factorial con�rmatorio se formula como en las
ecuaciones (3.13) y (3.14). Dado que no plantea hipótesis acerca de relaciones
direccionales entre las variables η y ξ, entoncesB y Γ son nulas. Por la misma
razón, no hay variables latentes endógenas así que Λy = 0, Θϵ = 0 y Ψ = 0.
A partir de estos resultados, los términos Σyy(θθθ), Σyx(θθθ) y Σxy(θθθ) de (4.12)
no son necesarios, así que la matriz de covarianza implicada por este modelo
viene dada por
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Σ(θθθ) = ΛΛΛxΦΛΛΛt
x +Θδ. (3.26)

Los procesos que conducen a (3.25) y a (3.26), muestran que el modelo de
variables observadas y el análisis factorial con�rmatorio son casos especiales
del modelo de ecuaciones estructurales general.

3.1.5. Identi�cación

Una vez que el modelo ha sido especi�cado, el paso siguiente es establecer
la identi�cación antes de la estimación de los parámetros. La identi�cación
es crucial debido a que las estimaciones de parámetros no identi�cados no
son consistentes y los índices de ajuste global de un modelo no identi�cado
no pueden ser interpretadas (Rigdon, 1995). La identi�cación se re�ere a
si existe su�ciente información en la matriz de covarianzas de las variables
observadas, para estimar de manera única los elementos libres (no �jos y no
restringidos) de las matrices paramétricas contenidos en el vector θ.

Un parámetro θ ∈ θ está identi�cado si puede escribirse como una función
de uno o varios de los elementos no redundantes deΣ y esta función conduce a
una solución única. Si todos los elementos de θ están identi�cados, el modelo
está identi�cado. Para determinar la identi�cación del modelo a partir de esta
de�nición, cada elemento de θ debe ser resuelto en términos de los elementos
de Σ a partir de la ecuación Σ(θ) = Σ. Si se tienen k variables observadas,
el número de ecuaciones que se derivan de la igualdad anterior es 1

2
k(k + 1)

con lo cual, si t es el número de parámetros tres situaciones son posibles:

1. t = 1
2
k(k + 1). En este caso, la información contenida en Σ es su�-

ciente para estimar los parámetros y existe una solución única para los
elementos en θ. Un modelos que satisfaga esta condición se denomina
saturado.

2. t < 1
2
k(k + 1). Aquí, hay más información en Σ de la requerida para

estimar los parámetros y el modelo se denomina sobre identi�cado.
En este caso, el sistema determinado por Σ(θ) = Σ posee in�nitas
soluciones. En el proceso de estimación, se escoge la solución que mi-
nimice una función de pérdida (ver sección 3.1.6). En este sentido, la
escogencia es óptima.
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3. t > 1
2
k(k + 1), caso en el cual la información contenida en Σ es in-

su�ciente para estimar los parámetros y el estatus del modelo es no
identi�cado o sub identi�cado.

En ocasiones el álgebra matricial permite establecer la identi�cación de
parámetros en modelos sencillos (ver Vera & Rivera, 2014 para un ejemplo).
Para modelos con muchos parámetros este enfoque resulta tedioso en extremo
y propenso a errores, por lo que ha sido de�nido un conjunto de reglas para
ayudar a establecer la identi�cación. Antes de pasar a examinar algunas
de estas reglas, es conveniente determinar correctamente los parámetros del
modelo que deben ser estimados. En párrafos anteriores se ha sugerido que los
parámetros a estimar son los elementos libres de las 8 matrices paramétricas
del modelo general. Un parámetro libre es aquel que no es �jo ni restringido.
Un parámetro �jo es un parámetro al que se le asigna el valor de una constante
conocida y su valor no cambia como resultado del proceso de estimación. Un
parámetro restringido es aquel que se postula igual a otro parámetro, no �jo,
o que se escribe como función de otros parámetros libres. La siguiente lista
es un resumen de la propuesta por Bentler (1995) y es útil para identi�car
los parámetros del modelo.

1. Todas las varianzas y covarianzas de las variables exógenas son pará-
metros del modelo.

2. Todas las cargas factoriales que conectan a las variables latentes con
sus indicadores son parámetros del modelo.

3. Todos los coe�cientes de regresión entre variables observadas o entre
variables latentes son parámetros del modelo.

4. Las varianzas y covarianzas entre variables endógenas y las covarianzas
entre endógenas y exógenas, nunca son parámetros del modelo.

las siguientes reglas son de uso común para ayudar a establecer el estatus de
identi�cación de modelos SEM.

Regla t

La información disponible para la identi�cación corresponde a los elemen-
tos no redundantes de Σ. Debido a que hay p variables y y q variables x, la
matriz Σ es de orden (p+q)× (p+q) con lo cual, por la simetría de la matriz
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de covarianza, hay 1
2
(p+ q)(p+ q + 1) elementos no redundantes. En conse-

cuencia, para escribir los parámetros en θ en función de los elementos de Σ
se dispone de 1

2
(p + q)(p + q + 1) ecuaciones. Así, una condición necesaria,

aunque no su�ciente, para la identi�cación de los parámetros es que

t ≤ 1

2
(p+ q)(p+ q + 1), (3.27)

donde t es el número de elementos de θ. Esta regla es bastante general en el
sentido de que puede aplicarse a cualquier modelo SEM. Su mayor utilidad es
que permite identi�car rápidamente un modelo no identi�cado. Aun cuando
su cumplimiento no garantiza que el modelo pueda identi�carse por cuanto
la condición no es su�ciente, su incumplimiento indicaría que el modelo no
es identi�cable por cuanto la condición es necesaria.

Regla de los dos pasos

La aplicación de esta regla se hace en dos etapas. En la primera se ignoran
las matricesB, Γ yΨ, con lo cual no se consideran las relaciones direccionales
entre las variables latentes y solo es de interés las varianzas y covarianzas
contenidas en Φ. Así, el modelo queda reformulado como un análisis factorial
con�rmatorio y aplican las siguientes reglas.

Regla de los tres indicadores Un modelo de análisis factorial con�rma-
torio está identi�cado cuando tiene (1) al menos tres indicadores por
variable latente, (2) cada �la de Λx con uno y solo un elemento distinto
de cero y (3) Θδ diagonal.

Regla de los dos indicadores Dos indicadores por variable latente es
su�ciente para la identi�cación, siempre que Θδ es diagonal, cada �la
de Λx posee uno y solo un elemento distinto de cero y ningún elemento
en Φ es nulo.

Si estas reglas establecen la identi�cación del modelo de análisis con�r-
matorio, se pasa a la segunda etapa. En caso contrario, la regla de los dos
pasos no es aplicable. La segunda etapa de la regla considera el modelo como
un modelo estructural de variables observadas, ignorando el componente de
medida, y evalúa la identi�cación según las siguientes reglas.
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Regla B nula Si el modelo de variables observadas no formula relaciones
direccionales entre variables endógenas, entonces la matriz B es nula y
constituye una condición su�ciente para la identi�cación.

Regla recursiva Una condición su�ciente para que un modelo de varia-
bles observadas se pueda identi�car es que B sea una matriz triangular
inferior y Ψ una matriz diagonal.

En resumen, si la primera etapa muestra que los parámetros del com-
ponente de medida están identi�cados y la segunda etapa muestra que los
parámetros del componente latente están identi�cados, entonces esto es su-
�ciente para identi�car el modelo completo.

Por otro lado, las variables latentes en un modelo deben poseer una escala
de medida o el modelo no podrá ser identi�cado. Tales variables no poseen
una escala universal por lo que deben establecerse algunas restricciones en
orden a asignarle una escala en el contexto del modelo propuesto. Lo típico
en SEM, es �jar las varianzas de esas variables a 1 o asignarle a la variable
latente la misma escala de alguno de sus indicadores. Esto último se logra
�jando el parámetro correspondiente λij a 1.

Otras reglas de identi�cación han sido propuestas distintas a las ya men-
cionadas. Entre ellas, la regla para modelos MIMIC (ver por ejemplo Bollen,
1989) y las propuestas por Bollen & Davis (2009) denominadas regla de 2
o más trayectorias emitidas y la regla de X exógena. La primera de ellas es
una condición necesaria y la segunda una condición su�ciente. Rigdon (1995),
propuso una técnica grá�ca denominada sistema de clasi�cación directa co-
mo una condición necesaria y su�ciente para la identi�cación de cierto tipo
de modelos recursivos. Bekker et al. (1994), introdujo un conjunto de técni-
cas heurísticas de identi�cación basadas en la evaluación del rango de una
matriz Jacobiana aumentada implicada por la estructura del modelo. Otra
vía importante para determinar el estatus de identi�cación, son las pruebas
de identi�cación empírica que involucran la evaluación de algunos resultados
del análisis del modelo tal como la matriz de información o la correlación
entre parámetros estimados (ver por ejemplo, McDonald, 1982).

Estas reglas utilizan el concepto de identi�cación global y local. Un vector
de parámetros θ se dice que está globalmente identi�cado si no existe θ∗ en
el espacio paramétrico, con θ ̸= θ∗, tal que Σ(θ) = Σ(θ∗). Una de�nición
de identi�cación local puede establecerse restringiendo la de�nición global
a un entorno del parámetro cuya identi�cación se analiza (ver por ejemplo,
Skrondal & Rabe-Hesketh, 2004).
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Las pruebas empíricas permiten abordar el problema de la sub identi�ca-
ción empírica (Kenny, 1979), el cual ocurre cuando se estiman parámetros no
identi�cados aun cuando se tienen pruebas de identi�cación previas al análi-
sis. Para una revisión más extensa del tema, puede consultarse por ejemplo
Brito & Pearl (2002); Davis (1993); O'Brien (1994), Reilly & O'Brien (1996),
Rigdon (1995) y Bollen (1989).

3.1.6. Estimación y ajuste

Los procesos de estimación derivan de la relación entre la matriz de co-
varianza de las variables obervadas y los parámetros del modelo. Como las
matrices Σ y Σ(θ) son desconocidas, en la práctica se requiere una mues-
tra apropiada para obtener la matriz de covarianza muestral de las variables
observadas, S, como una estimación de Σ. Así, los parámetros en θ son es-
timados de manera que la matriz de covarianza implicada, Σ(θ̂), esté tan
próxima a S como sea posible. La evaluación de tal proximidad requiere, co-
mo es común, minimizar una función de la matriz de residuos (S−Σ). Así,
los parámetros en θ se estiman de manera que minimicen una función de
ajuste del tipo F (S,Σ) basada en S y en Σ.

Las propiedades deseables para F (S,Σ) son

1. F (S,Σ) es un escalar.

2. F (S,Σ) ≥ 0.

3. F (S,Σ) = 0 si y solo si Σ = S

4. F (S,Σ) es continua en S y Σ.

Minimizar una función de ajuste que satisfaga tales condiciones, conduce
a estimadores consistentes de θ (Browne, 1984, 1966). Entre las funciones
más importantes en SEM están: máxima verosimilitud (ML), mínimos cua-
drados no ponderados (ULS), mínimos cuadrados generalizados (GLS) y las
distribución asintóticamente libre (ADS), también llamada mínimos cuadra-
dos ponderados.

Función de máxima verosimilitud

El método de máxima verosimiliatud (ML) es el más popular entre los
usuarios de SEM. La función adopta la expresión
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FML = log|Σ(θ)|+ tr(SΣ−1(θ))− log|S| − (p+ q), (3.28)

donde Σ(θ) y S se asumen de�nidas positivas, con lo cual |Σ(θ)| y |S| son
ambos mayores que cero y así, todos los términos del lado derecho de (3.28)
están bien de�nidos. Las estimaciones para los parámetros son los valores
donde FML alcanza el mínimo absoluto.

La maximización de FML conduce a estimadores consistentes, e�cientes
e insesgados de θ siempre que y y x sigan una distribución normal multi-
variante y el modelo esté sobre identi�cado. La consistencia asegura que al
aumentar el tamaño de la muestra, el estimador converge al verdadero valor
del parámetro. Por otra parte, la e�ciencia indica que la distribución de θ̂

tiene varianza mínima, mientras que al ser insesgado, se tiene que E(θ̂) = θ,
lo que asegura que el estimador se distribuye alrededor del parámetro. El
supuesto de normalidad multivariante de las variables observadas, por lo ge-
neral, no se satisface completamente con datos reales. Para una revisión del
proceso para chequear la normalidad multivariante ver, por ejemplo, Tabach-
nick & Fidell (2001) y Khattree & Naik (1999). Las pruebas estadísticas de
adecuación del modelo se ven afectadas por la no normalidad (Kaplan, 2000).
Para abordar este problema, Satorra & Bentler (1988, 1984, 2001, 2010) desa-
rrollaron pruebas estadísticas para corregir la prueba de bondad de ajuste
por el sesgo producido por las desviaciones de la normal multivariante. No
obstante, algunas investigaciones (por ejemplo, Raykov & Widaman, 1995)
han mostrado que FML puede ser empleada aun con leves desviaciones de la
normalidad, en particular, si el interés primario es la estimación de paráme-
tros.

La distribución asintótica de (N − 1)mı́n
θ

(FML) es χ2 con 1
2
(p+ q)(p+ q+

1)−t grados de libertad. Esto provee una prueba de ajuste global del modelo,
conocida como prueba de bondad de ajuste χ2, para contrastar la hipótesis
H0 : Σ = Σ(θ). Con modelos saturados, se tiene t = 1

2
(p+ q)(p+ q+1) por lo

que no habrían grados de libertad para la prueba. Por esta razón, el modelo
saturado, aunque es de interés para asuntos de comparación de modelos y
la construcción de algunos índice de bondad de ajuste, no es e interés como
modelo teórico.

Debido a su carácter asintótico, ((N − 1)mı́n
θ

(FML) sigue una distribución

χ2 para valores grandes de N. Como ((N − 1)mı́n
θ

(FML) es proporcional a N,
valores grandes de N impulsan al estadístico hacia la zona de rechazo con
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lo cual, la prueba puede rechazar modelos que explican adecuadamente las
relaciones observadas en los datos. Esto ha conducido al desarrollo de una
b de atería de índices de ajuste que complementan el análisis de adecuación
del modelo. Algunos de estos índices se presentan más adelante.

Función de mínimos cuadrados no ponderados

Esta función está dada por

FULS =
1

2
tr
[
(S− Σ(θ))2

]
, (3.29)

donde mediante FULS se minimiza la suma de cuadrados de los elementos
de la matriz de residuos (S− Σ(θ)) de una manera análoga a la regresión de
mínimo cuadrados ordinarios (OLS). Así, FULS es la versión de la función
OLS para el caso en que los residuos consisten en las diferencias entre va-
rianzas y covarianzas muestrales y las predichas por el modelo, en lugar de
las diferencias entre los valores muestrales de las variables observadas y los
predichos por el modelo.

La minimización de FULS produce una estimación consistente de θ sin el
supuesto de una distribución particular para las variables observadas, siempre
que θ esté identi�cado. Sin embargo, los estimadores no son e�cientes.

Función de mínimos cuadrados generalizados

La forma general de esta función es

FGLS =
1

2
tr
{[

(S− Σ(θ))W−1
]2}

, (3.30)

donde la matriz de pesos W−1 es aleatoria y converge en probabilidad a una
matriz de�nida positiva cuando N → ∞, o es una matriz de�nida positiva de
constantes. La matriz W−1 pondera los elementos de la matriz de residuos de
acuerdo a sus varianzas y covarianzas con otros elementos para corregir por
heterocedasticidad. Si W−1 = I, FGLS deriva en FULS. Bajo las condiciones
dadas paraW−1, el estimador de θ obtenido al minimizar (3.30) es consisten-
te, bajo el supuesto de distribución multinormal da las variables observadas.
De hecho, los estimadores producidos al minimizar FGLS, poseen las mismas
propiedades que los obtenidos por FML, bajo supuestos de multinormalidad
menos rigurosos. La distribución asintótica de θ̂ es multinormal con matriz
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de covarianza asintótica conocida, así que se pueden construir pruebas esta-
dísticas de signi�cación (ver Browne 1982, 1984). No todas las selecciones de
W−1 son apropiadas. Bajo algunos supuestos sobre los elementos de s, W−1

debería seleccionarse de manera que p ĺımW−1 = cΣ−1 (ver Bollen, 1989).
La selección más común es W−1 = S−1 y c = 1, con lo cual

FGLS =
1

2
tr
{[

(S− Σ(θ))S−1
]2}

=
1

2
tr
{
(I− Σ(θ)S−1)2

}
. (3.31)

Distribución asintóticamente libre

La función de ajuste para la distribución asintóticamente libre es

FADF = [s− σ(θ)]tW−1[s− σ(θ)], (3.32)

donde S es el vector conformado con los 1
2
(p + q)(p + q − 1) elementos no

redundantes de S, σ(θ) es el vector correspondiente con los elementos de
Σ(θ) y θ es el vector de parámetros libres del modelo. W−1 es una matriz
1
2
(p+ q)(p+ q − 1)× 1

2
(p+ q)(p+ q − 1) de ponderaciones de�nida positiva.

Los valores de θ se seleccionan de manera que minimicen la suma ponderada
del cuadrado de los residuos, de manera análoga a la regresión de mínimos
cuadrados ponderados, solo que aquí los residuos vienen de las diferencias
entre varianzas y covarianzas predichas y observadas y no entre valores in-
dividuales. El estimador obtenido al minimizar (3.32) es consistente y, si W
es la matriz de covarianza asintótica de S o un estimador insesgado de ella,
también es asintóticamente e�ciente como ha sido establecido por Browne
(1982, 1984). Por lo general, W es la matriz de covarianzas de las covarian-
zas muestrales (Bollen, 1989, pág. 426).

Índices de bondad de ajuste

Para medir la discrepancia entre la matriz de covarianza muestral S y la
matriz de covarianzas predicha por el modeloΣ(θ̂), están disponibles en SEM
varios índices de naturaleza inferencial y descriptiva. Para que un modelo sea
considerado plausible para describir y explicar los datos, debería tener valores
aceptables en la mayoría de estos índices y simultáneamente, la magnitud y el

81



signo de los parámetros debe corresponderse con consideraciones sustantivas
e investigación previa.

En este apartado se mencionan algunos de estos índices y se remite al
lector a Bentler (2004), Bollen (1989), Byrne (1998), Jöreskog & Sörbom
(1993a, 1993b), Muthén & Muthén (2004). Schumacker & Lomax (2010),
para una revisión exhaustiva.

Indice χ2. Este índice es una prueba estadística de bondad de ajus-
te para constrastar la hipótesis nula Ho : Σ = Σ(θ). El estadístico de
prueba es

T = (N − 1)mı́n
θ

(F(·)), (3.33)

donde N denota el tamaño de la muestra y F(·) la función usada para la
estimación de los parámetros (ML, GLS, ULS o ADF). Como ya ha sido
dicho, T se distribuye asintóticamente χ2 con 1

2
(p+ q)(p+ q + 1)− t

grados de libertad. La importancia del índice de bondad de ajuste χ2

estriba en ser una prueba inferencial, lo que signi�ca que las conclu-
siones sobre el ajuste del modelo obtenida sobre los datos muestrales
pueden ser generalizados a la población. Además, la mayoría de los otros
índices de bondad de ajuste son funciones de χ2. Tiene el problema de
su dependencia del tamaño de muestra señalado anteriormente.

Un valor signi�cativo del estadístico de prueba, indica que las matrices
S y Σ(θ̂) di�eren y por lo tanto, el modelo no se ajusta adecuadamente
a los datos. Un valor no signi�cativo indica que el modelo es plausible.
Este criterio de decisión, se deriva de la hipótesis a contrastar dada
por H0 : Σ = Σ(θ) que establece que un modelo es plausible si no hay
evidencia en los datos para rechazar la hipótesis nula. El índice χ2 es
también sensible a las desviaciones de la normalidad multivariante de
las variables observadas.

Indice GFI. El índice de bondad de ajuste GFI, mide la proporción de
varianzas y covarianzas en las variables observadas que es predicha por
el modelo. En este sentido, es análogo al R2 del análisis de regresión.
La expresión para el índice es

GFI = 1− [χ2
modelo/χ

2
nulo], (3.34)
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donde χ2
modelo es valor de χ

2 para el modelo teórico y χ2
nulo es el valor

para el modelo independiente o nulo que no formula relación direccional
alguna entre las variables. Así, el modelo nulo tendría el peor ajuste
a los datos. De acuerdo con esto, χ2

modelo ≤ χ2
nulo y así, GFI ∈ [0, 1].

Valores cercanos a 1 indican un buen ajuste. Sin embargo, no hay una
norma estricta que señale un valor de GFI por arriba del cual el modelo
pueda considerarse una descripción razonable de las relaciones reales
entre las variables observadas. Por esta razón, GFI es empleado con
frecuencia como un índice para la comparación de modelos. No obs-
tante, como una regla general Hu & Bentler (1999) sugieren considerar
valores mayores o iguales a 0.95 como indicadores de un buen ajuste.

Indice RMSEA. RMSEA corresponden a las siglas en inglés de raíz
cuadrática media del error de aproximación, un índice de ajuste global
que ha ganado popularidad debido a que es el índice de ajuste menos
dependiente del tamaño de muestra. Se calcula a través de la expresión

RMSEA =

√
χ2
modelo − dfmodelo

(N − 1)dfmodelo

(3.35)

donde dfmodelo son los grados de libertad del modelo propuesto. Se su-
giere que un valor inferior a 0.05 indica un modelo plausible (Browne
& Cudeck, 1993). Este índice también considera la complejidad del mo-
delo al incorporar los grados de libertad del modelo teórico. Como es
sabido, mientras mayor es el número de grados de libertad mayor es la
probabilidad de rechazar el modelo. Así, entre dos modelos plausibles
para analizar el mismo conjunto de datos, es más con�able el modelo
con más grados de libertad. Esto es debido a que un modelo con más
grados de libertad, lo cual signi�ca un menor número de parámetros,
debe reproducir con mayor precisión la matriz Σ, a objeto de no con-
ducir al rechazo de Ho. Esta es la base del concepto de parsimonia,
ampliamente discutido en SEM.

Indice TLI. TLI se re�ere a Tucker-Lewis-Index (Tucker & Lewis,
1973) que es una medida usada para comparar modelos alternativos o
un modelo teórico contra un modelo nulo. Su expresión está dada por
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TLI =
χ2
nulo/dfnulo − χ2

modelo/dfmodelo

χ2
nulo/dfnulo − 1

, (3.36)

donde TLI ∈ [0, 1] y valores superiores a 0.9 indican un buen ajuste
del modelo a los datos.

El problema de la evaluación de los modelos de ecuaciones estructurales,
que como ya se ha dicho se re�ere a la medida en la cual un modelo teó-
rico puede ser reconocido como una perspectiva razonable para explicar las
varianzas y covarianzas observadas en un conjunto de variables, es un tema
complejo y no exento de controversias (Raycov & Marcoulides, 2006). La
subjetividad para decidir el valor a partir del cual un índice señala un buen
ajuste, siempre está presente.

Además de los descritos, otros índices de ajuste se han formulado para
complementar la prueba de bondad de ajuste χ2 que dan al investigador una
batería que usada conjuntamente con los aspectos sustantivos de la teoría y
la investigación previa, ayudan a la toma de decisiones acerca de la utilidad
de un modelo propuesto.

3.1.7. Estimación de los valores de las variables latentes
(factor scores)

Una vez que un modelo ha sido estimado y resulta aceptable para explicar
las relaciones observadas, es posible que el investigador requiera conocer los
valores de las variables latentes para observaciones individuales con el pro-
pósito de usarla para análisis posteriores. Por ejemplo, en algunas ocasiones
el investigador necesita conocer la ubicación de los individuos con relación
al factor, o usar la información para conocer si y cómo los factores di�eren
entre grupos, o incorporar las puntuaciones de los factores como parte de
un análisis de regresión. Para ello es necesario estimar las puntuaciones que
representan la ubicación de cada individuo sobre cada factor. Existen dos
métodos generales para estimar las puntuaciones de los factores: los métodos
no re�nados y los métodos re�nados (DiStefano et al, 2009).

Métodos no re�nados

Estos métodos son fáciles de usar y sus resultados fáciles de interpretar.
Entre los más usados están:
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Suma de puntuaciones por factor. EL método consiste en sumar los
valores brutos para cada individuo sobre todos los indicadores del factor
(Comrey & Lee, 1992). La suma es algebraica con relación al signo de
la carga factorial correspondiente al indicador. Así, si un ítem tiene
carga factorial con signo positivo su valor se suma, en caso contrario,
se resta. Es conveniente promediar tales valores brutos para retener la
escala y para facilitar comparaciones entre factores con distinto número
de indicadores. Además, las puntuaciones de los factores obtenidas por
este método, preservan la variabilidad de los datos originales. Hair et
al (2006, p. 240) sugieren emplear este método en los casos en los que
las escalas usadas para obtener los datos originales tengan poca validez
o poca con�abilidad.

Como aspectos negativos del método está el que todos los indicadores
de un factor reciben la misma ponderación, con independencia de las
diferencias en las cargas factoriales. Además, si los ítems están medidos
en escalas diferentes, con diferentes variabilidad, los factores pueden
resultar menos con�ables.

Suma de puntuaciones por arriba de un valor de especí�co. Según este
método, solo se suman los indicadores del factor cuya carga factorial
supere un valor preestablecido (cut-o� value). La selección del valor es
siempre subjetiva. Además, este procedimiento no preserva la variabi-
lidad de los datos originales.

Una variante de estos métodos es estandarizar las variables observadas
antes de realizar la suma. Este procedimiento adicional es útil cuando
existe una marcada diferencia en la variabilidad de los ítems.

Suma ponderada. Según este método, los ítems se ponderan por las
respectivas cargas factoriales. De esta forma se logra que los ítem con
mayor carga factorial tengan un mayor peso en la determinación de las
puntuaciones de los factores. El problema está en que las cargas facto-
riales pueden no representar las diferencias entre los factores, debido al
método seleccionado de extracción y rotación de los factores.

Más acerca de métodos no re�nados para la determinación de las pun-
tuaciones de los factores, puede encontrarse, por ejemplo, en Grice & Harris
(1998) y en Glass & Maguire (1966).
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Métodos re�nados

Con los métodos re�nados, las puntuaciones de los factores se obtienen
como combinación lineal de las variables observadas o indicadores. Tales com-
binaciones incorporan la varianza compartida entre el ítem y el factor y el
error de medida o término de varianza única.

Método de regresión. El primero en usar la regresión de mínimos cuadra-
dos para predecir las puntuaciones de un factor, fue Thurstone (1935).
La expresión para estimar las puntuaciones es

ξ̂ = Φ̂Λ̂t
xΣ̂

−1x, (3.37)

donde el factor Φ̂Λ̂t
xΣ̂

−1 es el estimador de mínimos cuadrados ordi-
narios del coe�ciente de la regresión hipotética de ξ sobre x. Para la
estimación de las puntuaciones, el método considera la covarianza entre
los factores vía la matriz Φ̂, también la asociación entre el factor y sus
indicadores via Λ̂x y las asociaciones entre las variables observadas vía
Σ̂.

Método de Bartlett. Este método, formulado por Bartlett (1937), estima
las puntuaciones del factor de manera similar al método de regresión
pero con una mayor probabilidad de que los valores estimados sean
iguales a las puntuaciones verdaderas del factor. La expresión para la
estimación es

ξ̂ = [(Λ̂t
xΘ̂

−1
δ Λ̂x)

−1]tΛ̂t
x(Θ̂

−1
δ )tx. (3.38)

El método de Bartlett solo considera la asociación entre el factor y sus
indicadores y el término de varianza única. Un problema con el método
es que puede producir factores puntuaciones de factores correlacionados
aun cuando los factores no lo estén.

Método de Anderson-Rubin. El método propuesto por Anderson and
Rubin (1956) es una variante del método de Bartlett. Aquí, la regresión
de mínimos cuadrados se ajusta de forma que los factores estimados no
correlacionen cuando los factores sean oblicuos o no correlacionados.
La ecuación de regresión es
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ξ̂ = (UVUt)−1/2Λ̂t
x(Θ̂

−1
δ )tx, (3.39)

donde UVUt es la descomposición en valores singulares de Θ̂δ.

En la práctica, los distintos método producen estimaciones de los facto-
res altamanete correlacionadas (Bollen, 1989 p. 305). Independientemente del
método usado para obtener los factores estimados, siempre ξ̂ = ξ. Esta inde-
terminación es debido a que la suma de variables latentes y errores de medida
es mayor que el número de variables observadas. Así, pueden formarse mu-
chas estimaciones del factor y las puntuaciones individuales probablemente
no se ordenen de la misma manera en cada estimación (Bollen, 1989 p.305).
De acuerdo con esto, el uso de las puntuaciones estimadas debe ser cuidadoso.
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Capítulo 4

El Modelo SEM-MDS

4.1. Introducción

En el capítulo 2 han sido examinados algunos de los modelos para datos
asimétricos disponibles en MDS. La importancia del desarrollo de estructuras
para el análisis de proximidades asimétricas, se fundamenta en la existencia
de una gran diversidad de áreas en las que, con frecuencia, se generan este
tipo de datos. Entre ellas, el área de investigación de mercado, la sociología,
las ciencias de la conducta, ecología. Las asimetrías, por lo general, contienen
información relevante que debe ser expuesta para lograr una comprensión más
completa de los datos analizados.

En algunos casos, la asimetría es considerada no relevante y puede ser des-
cartada con alguna transformación simple de los elementos de la matriz de
proximidades asimétricas. El método de Kruskal (1964), por ejemplo, simetri-
za la matriz asimétrica original promediando las entradas correspondientes a
ambos lados de la diagonal y asignándole este valor a todas las entradas de la
matriz. Así, la matriz resultante puede ser representada por un modelo MDS
simétrico. La asimetría también puede ser evitada con diseños experimenta-
les apropiados, cuando se asume que es producto de alguna clase de sesgo en
las respuestas. Sin embargo, en otros casos la asimetría tiene un efecto signi-
�cativo sobre la estructura de los datos y en consecuencia, tiene importancia
para la explicación de la distribución espacial de las proximidades.

Como se expuso en el capítulo introductorio, las asimetrías son impor-
tantes en el estudio de los aspectos complejos de los juicios de disimilaridad.
En este contexto, las confusiones aportan información valiosa para analizar
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el efecto de la atención y de los aspectos contextuales y referenciales de las
tareas cognitivas.

Los modelos MDS para datos asimétricos, pueden clasi�carse de manera
bastante general en dos grandes tipos. Los modelos en el primer grupo, se
basan en la descomposición de la matriz de datos en un componente simé-
trico y un componente antisimétrico. Algunos de los métodos de este tipo,
representan el componente simétrico con técnicas de MDS mientras que el
componente antisimétrico es representado por técnicas de visualización basa-
das en su descomposición en valores singulares. (ver por ejemplo, Constantine
& Gower, 1978; Gower, 1977). Otros procedimientos de este grupo, represen-
tan simultáneamente ambos componentes, simétrico y antisimétrico, basados
en la descomposición espectral de una matriz Hermitiana de tal forma que
el componente simétrico es representado como puntos en un espacio MDS
y la parte antisimétrica se muestra como vectores direccionales en el mismo
espacio (Escou�er & Ground, 1980).

Un segundo grupo, incluye modelos que resultan de la generalización de
los modelos de distancia y de producto escalar. Todos estos modelos fue-
ron revisados parcialmente en el capítulo 2 y más extensamente en Saito &
Yadohisa (2005 cap. 4).

El modelo para el análisis de disimilaridades asimétricas de un modo que
se propone en esta investigación, aborda una perspectiva diferente producto
de la incorporación de herramientas metodológicas de los modelos de ecua-
ciones estructurales. El supuesto fundamental del modelo propuesto, es que
la matriz de disimilaridades asimétricas observadas es una medición imper-
fecta de una matriz de disimilaridades simétrica no observada. Además, se
asume que las desviaciones de la simetría son debidas a errores de medición.
Así, la matriz subyacente es medida teóricamente por dos indicadores, uno
correspondiente a la parte triangular inferior de la matriz asimétrica observa-
da y otro correspondiente a la parte triangular superior. La matriz simétrica
latente se estima de manera que explique la mayor cantidad de varianza de
los indicadores. Así, el modelo propuesto toma en consideración las asime-
trías observadas como función de las varianzas de los errores de medida y
las cargas factoriales, en una estructura que contribuye a mejorar la con-
�guración MDS estimada. Como resultado, las disimilaridades asimétricas
pueden ser completamente representadas como distancias entre los puntos
de la con�guración obtenida.

En el proceso de estimación se emplea un algoritmo de mínimos cuadrados
alternante basado en SMACOF (de Leeuw & Heiser, 1980). El procedimiento
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es tal que en cada iteración se obtiene una con�guración MDS y, al propio
tiempo, la matriz de disimilaridades simétricas desconocida se estima en un
problema de estructura de covarianzas (ver Vera, Macias & Heiser, 2009a,
2009b, para tales procedimientos de MDS combinados en un contexto de
clasi�cación).

El modelo propuesto podría ser de interés cuando las disimilaridades son
obtenidas en experimentos diseñados para estudiar diferentes tipos de juicios
psicológicos de proximidad. Algunas de las proximidades surgidas en este
contexto, se expresan como medidas de confusión estímulo-estímulo o confu-
sión estímulo-respuesta. En el primer caso, los sujetos juzgan si dos estímulos
presentados ante ellos, en un orden especí�co, son iguales o diferentes. En el
segundo caso, los sujetos deben identi�car al estímulo presentado ante ellos.
En ambas situaciones, las matrices de disimilaridad generadas son, por lo
general, asimétricas.

En Miller & Nicely (1995) y Rothkopf (1957), pueden verse ejemplos de
como obtener matrices de disimilaridad en el contexto señalado. Miller & Ni-
cely realizaron un análisis articulatorio para examinar ciertos tipos de confu-
siones perceptuales. Los tipos analizados surgen cuando los sujetos escuchan
palabras que son pronunciadas bajo condiciones de distorción de frecuencia o
ruido de enmascaramiento. El análsis articulatorio estudia puntuaciones que
son función del porcentaje de palabras que el individuo escucha correcta-
mente. En las situaciones experimentales reportadas por Miller & Nicely, los
individuos son forzados a adivinar los sonidos emitidos por sistemas de comu-
nicación de voz, sujetos a distorciones de frecuencia y ruido. Así, el análisis
de percepción de Miller & Nicely es una situación de confusión estímulo-
respuesta. En tal situación, la asimetría aparece debido a que el número de
veces en la que los sujetos confunden el estímulo i con el estímulo j, es di-
ferente al número de veces en las que el estímulo j es confundido con el
estímulo i. En el capítulo (4.5), los datos de confusiones perceptuales son
analizados con el modelo SEMDS propuesto y los resultados son comparados
con los obtenidos por Miller & Nicely (1995). La comparación muestra que
el procedimiento propuesto produce una mejor con�guración en términos del
STRESS.

Rothkopf (1957) llevó a cabo un conocido estudio para medir la inteligi-
bilidad del código Morse. El propósito del estudio fue mostrar cuáles de los
códigos de este sistema de representación de letras y números, son más fáciles
de confundir. Cada código Morse consiste de un conjunto de señales cortas
(0.05 seg.) y/o largas (0.15 seg.). Cuando se utilizan señales cortas y largas
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en una misma representación, éstas van separadas por períodos de silencio
de 0.05 seg. de duración. El objetivo del estudio fue establecer cuáles de los
códigos Morse son más fáciles de confundir. Rothkopf presentó a cada uno
de los 598 individuos de la muestra todas las combinaciones diferentes de
pares de códigos, o estímulos según el argot en MDS. Cada par de estímulos
fue emitido uno después del otro con una separación de 0.05 seg., y los res-
pondiente debían decidir rapidamente si ambos estímulos eran los mismos o
eran diferentes. En esta situación de confusión estímulo-estímulo, se produ-
ce una matriz asimétrica debido a que el porcentaje de veces en las que los
respondientes consideran que los estímulos i y j, presentados en ese orden,
(i, j), son los mismos, varía con respecto a si el mismo par de estímulos es
presentado en el orden inverso, (j, i). En pruebas preliminares pudo verse que
en general el modelo SEMDS se desempeña mejor que el algoritmo SMACOF
aplicado sobre la simetrización clásica, ∆ = (∆1 +∆2)/2. Sin embargo, hay
pocas diferencias en los resultados obtenidos por ambos procedimientos lo
cual probablemente se deba a la alta correlación (r > 0,8) entre las partes
triangular superior e inferior de la matriz de confusión original del código
Morse.

4.1.1. Optimizacion en MDS: El algoritmo SMACOF

La minimización de una función de pérdida tal como (??) no siempre
puede resolverse analíticamente. Para ello, se han programado algoritmos
numéricos con procesos iterativos para hallar d̂ y X simultáneamente, que
minimicen la función. Uno de estos algoritmos es SMACOF propuesto por
De Leeuw y Heisser (1977, 1980) y De Leeuw (1977, 1988), basado en el
principio de mayorización iterativa.

La idea central del método de optimización por mayorización, es reem-
plazar iterativamente la función original que debe ser minimizada y que es,
por lo general, compleja, digamos φ(x), por una función auxiliar, digamos
φ̂(x, y), donde y en φ̂(x, y) es un valor �jo. La función g debe satisfacer las
siguientes condiciones en orden a ser usada como función mayorante en el
proceso de minimización de φ(x):

1. φ̂(x, y) debe ser más simple de minimizar que φ(x).

2. φ(x) ≤ φ̂(x, y) ∀x, y

92



3. φ̂(x, y) debe tocar a φ(x) en el punto y, llamado punto de apoyo. Es
decir,

φ(y) = φ̂(y, y)

El algoritmo puede resumirse de la siguiente manera:

1. y0 −→ y, donde y0 es un valor inicial.

2. Hallar x+ para el cual φ̂(x+, y) = mı́nx φ̂(x, y).

3. si φ(y)− φ(x+) < ϵ el proceso termina. (ϵ es una constante pequeña y
positiva).

4. x+ −→ y e ir al paso 2.

El algoritmo produce una sucesión no creciente de valores de la función,
garantizando la convergencia del proceso.

Así, la función Stress dada en (??) es mayorizada por la función

σ2
r(d̂, X, Z) = η2δ + tr (X ′V X)− 2tr (X ′B(Z)Z) , (4.1)

que es una función cuadrática en X. Si el gradiente respecto de X es igual a
0, se obtiene el punto donde la función alcanza el mínimo, dado por

Xu = V+B(Z)Z, (4.2)

Donde V + es la inversa de Moore-Penrose de la matriz V = (vij), con vij =

−wij if i ̸= j and vii =
n∑

j=1,j ̸=i

wij.

De Leeuw and Heiser (1980) llamaron a (4.2) la transformada de Guttman
en reconocimiento a Guttman (1968). Ver Borg & Groenen (2005) para más
detalles del algoritmo.

Dentro de las clases de modelos MDS, el modelo propuesto es un modelo
de intervalo. En los modelos de tipo intervalo, la relación entre las distancias y
las disimilaridades está dada por una transformación lineal tipo: dij = bδij+a
en donde b > 0 (si las proximidades son similaridades b debe ser menor que
cero. ver Borg & Groenen, 2005 pág. 201) y a una constante tal que se cum-
pla la desigualdad triangular para todas las ternas de dismilaridades. Si la
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desigualdad triangular no se satisface para todas las ternas posibles de disi-
milaridades, es posible sumar a todas ellas una constante a su�cientemente
grande para resolver el problema. Si, por ejemplo, la mayor violación de este
requerimiento se da para la terna δrs, δst y δrt, de tal forma que δrs+δst ≤ δrt,
debería seleccionarse a de tal forma que δrs + a + δst + a ≥ δrt + a, para lo
cual basta tomar a ≥ δrt − δrs − δst. La transformación bδij + a produce las
disparidades d̂ij que son incorporadas al STRESS (ver 1.1.3) como

σr(d̂,X) =
i−1∑
i<j

(d̂ij − dij(X))2, (4.3)

así, el algoritmo SMACOF es

1. Se hace Z = X[0], donde X[0] es alguna con�guración inicial aleatoria, o
no. Se inicia el contador de iteraciones k = 0 y se �ja ϵ a una constante
positiva pequeña.

2. Se estiman las disparidades óptimas para las distancias de la con�gu-
ración inicial dij(X[0]).

3. Las disparidades óptimas d̂ij se estandarizan de tal forma que η2d =
n(n− 1)/2 (ver ecuación 1.23).

4. Se calcula σ[0]
r = σr(d̂,X

[0]), tomando σ[−1]
r = σ

[0]
r .

5. Mientras que k = 0 o (σ[k−1]
r −σ[k]

r y k ≤máximo numero de iteraciones)
hacer

6. k = k + 1.

7. Calcular la transformada de Guttman X[k] por (4.2).

8. Estimar d̂ij para dij(X[k]).

9. Estandarizar d̂ij de forma que η2d = n(n−1)/2. item Calcular σr(d̂,X[k]).

10. Hacer Z = X[k]
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4.2. El modelo

Considérese el conjunto de n objetos dado por O = { oi | i = 1, . . . , n},
y sea ∆ = (δij), i, j = 1 . . . n, una matriz asimétrica de disimilaridades, con
∆1 y ∆2 las partes triangular superior e inferior de ∆, respectivamente,
escritas en forma de vector. En este contexto, ∆1 y ∆2 son indicadores de
una matriz simétrica latente ∆∗ = (δ∗ij). El objetivo del MDS es encontrar
una con�guración, X, de n puntos xi, i = 1, . . . n, en un espacio Euclidiano
de dimensión k, de tal forma que las distancias entre cada par de puntos de
X, sean la mejor aproximación posible para las disimilaridades en ∆∗. Es
decir, si D(X) = (dij(X)) es la matriz de distancias Euclidianas dada por

dij(X) =

(
K∑
k=1

(xik − xjk)
2

)1/2

.

entonces, D(X) = (dij(X)) es la mejor aproximación de ∆∗.
El problema MDS puede ser formulado en un contexto de mínimos cua-

drados, minimizando,

STRESS =
∑
i<j

(
d̂ij − dij(X)

)2
, (4.4)

donde d̂ij values, i, j = 1, . . . , n, representan disimilaridades simétricas o,
en general, disimilaridades transformadas denominadas también disparida-
des. (ver Vera, Heiser and Murillo, 2007 para un algoritmo MDS global en
cualquier métrica de Minkowski).

Debido a que en el contexto de MDS asimétrico, la matriz simétrica de
disimilaridades latente, ∆∗, es una matriz no conocida, entonces el vector
cuyos elementos son las entradas de la parte triangular de ∆∗, puede ser
considerado como una variable latente que denotaremos por δ∗ que puede ser
estimada en el contexto de un modelo de estructura de covarianzas.

En general, si se tienen solo una variable endógena, η, y una variable
exógena, ξ, entonces el modelo de ecuaciones estructurales puede formularse
como

η = γξ + ζ, (4.5)

donde el coe�ciente γ mide el efecto directo de ξ sobre η y ζ es un término
de perturbaciones aleatorias o término de error en la ecuación, que da cuenta
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de los factores que pudieran afectar a η y que no han sido considerados
explícitamente en el modelo. Se asume que el valor esperado de ζ es cero y
no correlaciona con ξ.

En la situación particular donde la variable exógena η es medida por solo
un indicador, el modelo de medida puede expresarse por,

y = λyη + e, (4.6)

x = λxξ + ϵ, (4.7)

donde x = (x1, . . . , xp)
T es el vector de variables indicadoras de la variable

exógena ξ. El coe�ciente λy y el vector λx = (λ1, . . . , λp)
T representan los

efectos esperados de η sobre y y de ξ sobre x, respectivamente. La variable
e y el vector ϵ son los términos de error de medida para las variables η y ξ,
respectivamente, los cuales no correlacionan entre ellos ni con las variables
latentes η y ξ. Sin pérdida de generalidad, se asume que los términos de error
tienen media cero y que x, y, η y ξ se escriben desviadas de sus respectivas
medias.

La expresión dada en (4.5), es una particularización del modelo dado en
(3.7):

η = Bη+ Γξ + ζ, (4.8)

mientras que las expresiones dadas en (4.6) y (4.7) son casos particulares de
los modelo dados en (4.9) y (4.10):

y = ΛΛΛyηηη+ ϵϵϵ (4.9)

x = ΛΛΛxξξξ + δδδ, (4.10)

Si θ denota al vector de parámetros del modelo, entonces la matriz de co-
varianza implicada por el modelo en las ecuaciones (4.5) a (4.7) adopta la
expresión,

ΣE(θ) =

λ2y(γ2σ2
ξ + σ2

ζ ) + σ2
e

γλyσ
2
ξλx σ2

ξλxλx
T +Σϵ

 , (4.11)

donde σ2
ξ y σ2

ζ son las varianzas de ξ and ζ respectivamente, mientras que
σ2
e , and Σϵ son las varianza de e y la matriz de covarianza de los elementos

de ϵ, respectivamente.
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la matriz en (4.11) es derivada de la expresión general de la matriz de
covarianza implicada para el modelo completo, dada por

Σ(θ) =(
ΛΛΛy(I−B)−1(ΓΦΓt +Ψ)[(I−B)−1]tΛΛΛt

y + θϵ ΛΛΛy(I−B)−1ΓΦΛΛΛt
x

ΛΛΛxΦΓt[I−B)−1]tΛΛΛt
y ΛΛΛxΦΛΛΛt

x +Θδ

)
.

(4.12)
Las consideraciones anteriores, permiten formular el problema MDS de esti-
mar la con�guración X para la matriz desconocida ∆∗, como un problema
de estructura de covarianza. Así, en un contexto MDS bajo transformaciones
admisibles y siguiendo la metodología para la estimación en el ámbito de los
modelos de estructura de covarianza, el modelo puede formularse como

d∗ = b δ∗ + ζ (4.13)

d(X) = λdd
∗ + e (4.14)

δ1 = λ1δ
∗ + ϵ1 (4.15)

δ2 = λ2δ
∗ + ϵ2. (4.16)

donde d∗ es la variable latente de las distancias desconocidas que mejor apro-
ximan a los proximidades en ∆∗ y cuya relación es modelada por la ecuación
(4.13). Así, d∗ es la varaible latente de los elementos de la parte triangular
de la matriz simétrica desconocida D∗, la cual es medida en cada iteración
por la variable observada d(X) tal como está dado en la ecuación (4.14). los
valores de d(X) se obtienen de una estimación previa de la con�guración X.
Por otro lado, δ∗ es la variable latente de los elementos de la parte triangular
de la matriz simétrica desconocida ∆∗, medida según las ecuaciones (4.15) y
(4.16). A su vez, δ1 y δ1 corresponden a las parte triangular superior e infe-
rior, respectivamente, de la matriz asimétrica de disimilaridades observadas
∆.

La ecuación (4.13)modela la relación estructural espacial entre las distan-
cias desconocidas D∗ y las disimilaridades simétricas desconocidas ∆∗. En
el ámbito de MDS, esta relación puede ser percibida como una relación de
disparidad con un término de error, donde las distancias son determinadas
por un procedimiento de estimación alternante. b es un coe�ciente de regre-
sión que describe el efecto de las disimilaridades sobre las distancias, y ζ es
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el término de error referido a la relación espacial con media cero y varianza
σ2
ζ , y no correlacionado con δ∗. Así, D̂ = b̂∆̂∗, donde b es también estimado

en la fase SEM, representa las disparidades óptimas en MDS. Después que
las disparidades son estimadas, las distancias pueden ser estimadas consi-
derándolas predictores de las disparidades simétricas, en un procedimiento
de estimación alternante usando la transformada de Guttman (de Leeuw &
Heiser, 1980).

El modelo de medida para d∗ dado en la ecuación (4.14), está expresado
en términos de un solo indicador, d(X). Para resolver el problema de identi�-
cación que aparece cuando la variable latente es media con un sólo indicador,
la varianza del error, σ2

ζ , se expresa como proporcional a la varianza de las
distancias conocidas, σ2

d(X), de tal forma que σ2
ζ = kσ2

d(X) donde k es un
número entre 0 y 1. El valor de k puede estar predeterminado o puede ser
establecido sobre la base del valor de disminución del STRESS para cada
iteración. También, el valor de λd se �ja a 1.

El modelo de medida para δ∗ está dado en las ecuaciones (4.15) y (4.16).
El modelo expresa que las partes triangulares de la matriz asimétrica de
disimilaridades ∆, son indicadores efecto de la matriz simétrica de disimila-
ridades no observada ∆∗. El modelo asume que los términos de error ϵ1 y ϵ2
no correlacionan entre ellos ni con δ∗, d∗, e ni ζ. Además, se asume que los
términos de error ϵ1 y ϵ2 tienen igual varianza, lo cual es coherente con el
ámbito usual de MDS.

Para el objetivo de la identi�cación global del modelo, la escala de δ∗ se
�ja tomando σ2

δ∗ = 1. Así, la matriz de covarianza implicada por el modelo
dada en la ecuación (4.11) puede escribirse como

ΣE(θ) =

b2 + σ2
ζ + kσ2

d(X)

bλx λxλx
T +Σϵ

 , (4.17)

donde λx = (λ1, λ2)
T , y Σϵ = σ2

ϵ I denota la matriz de covarianza del vector
ϵ.

Así, θ = (b, λ1, λ2, σ
2
ϵ , σ

2
ζ )

t y dado que el número de elementos no redun-
dantese de Σ es p(p+1)/2 = 6, donde p es el número de variables observadas,
se sigue que el modelo propuesto satisface la regla t. Sin embargo, esta re-
gla es apenas una condición necesaria y algunas características del modelo
ponen en duda su identi�cación. En particular, una variable latente con so-
lo dos indicadores emite una trayectoria hacia otra variable latente con un
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solo indicador. Modelos con esta característica pudieran no estar globalmen-
te identi�cados (p.ej. Bollen & Davis, 2009; Davis, 1993). Sin embargo, la
sencillez del modelo permite establecer su identi�cación algebraicamente.

Partiendo de la ecuación Σ = Σ(θ), con

Σ =

 VAR(d∗)
COV(δ1, d∗) VAR(δ1)
COV(δ2, d∗) COV(δ2, δ1) VAR(δ2)

 , (4.18)

y Σ(θ) como está dada en (4.17), surge el sistema de ecuaciones

VAR(d∗) = b2 + σ2
ζ + kσ2

d(X) (4.19)

COV(δ1, d∗) = λ1b (4.20)
COV(δ2, d∗) = λ2b (4.21)

VAR(δ1) = λ21 + σ2
ϵ (4.22)

COV(δ2, δ1) = λ1λ2 (4.23)
VAR(δ2) = λ22 + σ2

ϵ . (4.24)

De (4.20) y (4.21) se sigue que

λ1 =
λ2COV(δ1, d∗)
COV(δ2, d∗)

, (4.25)

de (4.23) se obtiene

λ2 =
COV(δ1, δ2)

λ1
, (4.26)

así, una expresión que establece la identi�cación de λ1 se obtiene al sustituir
(4.26) en (4.25), con lo cual

λ1 =

(
COV(δ1, δ2)COV(δ1, d∗)

COV(δ2, d∗)

)1/2

. (4.27)

Análogamente, se prueba que

λ2 =

(
COV(δ1, δ2)COV(δ2, d∗)

COV(δ1, d∗)

)1/2

. (4.28)
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Luego, σ2
ϵ puede ser identi�cado a partir de (4.22) o (4.24) y b a partir de

(4.20) o (4.21). Finalmente, sustituyendo la expresión obtenida para b en
(4.19) se demuestra que ζ también está identi�cado.

Una vez que los parámetros estructurales han sido estimados, el modelo
propuesto requiere la estimación de las entradas de la matriz simétrica laten-
te no observada. Tal estimación es necesaria porque las disparidades deben
ser conocidas en orden a estimar la con�guración X. El problema de estimar
las entradas de la parte triangular de la matriz simétrica, es el problema de
estimar las puntuaciones del factor en análsis factorial. Existen distintos mé-
todos para la estimación de las puntuaciones de los factores en el contexto del
análisis factorial. Los métodos asumen que los verdaderos valores de los pa-
rámetros son conocidos. En la práctica, solo se tienen estimaciones con lo que
el supuesto signi�ca que las estimaciones son iguales a lo valores verdaderos.
Así, las �utuaciones de muestro no son consideradas. El método de Thomson
(1935), tal vez el más usado para la recuperación de las puntuaciones de los
factores, se decribe a continuación.

El modelo unifactorial puede escribirse como

x = Λxf + e, (4.29)

donde f es el factor, x es el vector de indicadores del factor, Λx es el vector
de cargas factoriales y e es un vector que en el contexto del análisis factorial
se denominan términos de varianza única, y el contexto de los modelos de
medida en SEM, son los errores de medida. Así, la matriz de covarianzas de
las variables observadas, Σ, está dada por

Σ = E(xxt)

= E[(Λxf + e)(Λxf + e)t]

= ΛxE(ff t)Λt
x + E(eet)

= ΛxΦΛt
x +Ψ. (4.30)

y se busca una función lineal de las observaciones que provea un buen predicor
de f . Sea

f = atx = xta, (4.31)

a es un vector que debe ser seleccionado de manera que minimice la varianza
de la diferencia entre los valores estimados y los verdaderos valores del factor.
Tal varianza viene dada por
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E(f̂ − f)2 = E(xta− f)2. (4.32)

Para minimizar (4.32), se iguala su derivada con respecto al vector a, a cero.
La derivada es,

E[2x(xta− f)] = 2(Σa− λ), (4.33)

donde λ = Λ para un modelo unifactorial. Igualando a cero la expresión en
(4.33), se obtiene,

Σa = λ, (4.34)

o

a = Σ−1λ, (4.35)

así, las putuaciones estimadas vienen dadas por

f̂ = λ̂
t
Σ̂−1x. (4.36)

En términos del modelo propuesto, (4.36) se escribe como

∆̂
∗
= λ̂

T

xΣ̂
−1
∆̃

T
, (4.37)

donde ∆̃ = [δ1 δ2] es la matriz por bloques de dimensión n(n − 1)/2 × 2
conformada por los valores de las disimilaridades observadas, λ̂x = (λ̂1, λ̂2)

t,
y Σ̂

−1
denota la matriz inversa de los valores estimados de λ̂xλ̂

T

x + Σ̂ϵ.

4.3. Errores de medida no modelados

La incorporación de los errores de medida en el modelo SEMDS es un
importante bene�cio derivado de la metodología SEM para la estimación de
los parámetros. Distintos trabajos han examinado el efecto de los errores
de medida no modelados sobre la estimación de parámetros en análisis de
regresión (p. ej. Rigdon, 2004; Oliver et al, 1999; Bollen, 1989). Lo más común
en la investigación práctica es que la medición de las variables observadas
esté sujeta a errores aleatorios. Sin embargo, algunos de los modelos clásicos
utilizados con frecuencia en distintas áreas tales como regresión y los modelos
multiecuacionales no poseen facilidades metodológicas para modelarlos.
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Ignorar los errores de medida tiene distintos efectos de acuerdo con la
estructura del modelo utilizado. En el modelo de regresión múltiple clásico
tal como

η = β11ξ1 + β12ξ2 + · · ·+ β1nξn + ζ, (4.38)

donde el modelo de medida está dado por

y = η

xi = ξi con i = 1, . . . , n,

cada variable observada se considera una medida perfecta de su correspon-
diente constructo con lo cual se asume que la varianza del error es cero. Si,
contradiciendo este supuesto, una de las variables observadas, digamos x1,
tiene asociado un error de medida no incluido en el modelo, entonces β11, el
parámetro asociado con ξ1, se verá atenuado en su estimación con respecto
a su verdadero valor (Johnston, 1984). Es decir, β̂11 subestimará a β11.

Por otro lado, si la correlación de ξ1 con otro constructo, digamos ξj
(j ̸= 1), es signi�cativa, entonces β1j también experimentará el efecto de
atenuación aun cuando xj no esté sujeto a errores de medida. La magnitud
de la atenuación depende positivamente de la varianza del error y de la corre-
lación entre los constructos (Griliches & Ringstad, 1971). Si ambas variables
son medidas con error, β1j estará sesgado pero la dirección del sesgo variará
de una manera difícil de establecer (Maddala, 1988). Así, el error de medida
de x1 hace que la in�uencia de ξ1 sobre η sea apenas parcialmente explicada
y esto conduce a estimaciones sesgadas de los otros parámetros, tal como
ocurre en un problema de variable omitida (Rigdon, 2004). En modelos con
múltiples regresores correlacionados, los errores de medida no modelados en
una variable pueden producir sesgos de distinto signo en la estimación de los
parámetros para las otras variables.

Se han propuesto diferentes soluciones para encontrar buenas estimacio-
nes ante la presencia de errores de media aleatorios. Entre ellas está el uso
de regresión invertida (Goldberger, 1984) y el uso de variables instrumenta-
les (Bartlett, 1949; Durbin, 1954; Pakes, 1982; Wald, 1940). En Psicometría
se han desarrollado fórmulas para corregir las estimaciones de los paráme-
tros por atenuación. Sin embargo, tales soluciones han sido cuestionadas por
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ejemplo por Pedhazur & Schmelkin (1991) y a pasar de su larga tradición,
el tema de las medidas correctivas en psicometría sigue siendo controvertido
(Oliver et al, 1999).

En el contexto SEM, los errores no son considerados en el modelo estruc-
tural con variables observadas que considera que cada variable es una medida
perfecta de una variable latente. Para este modelo se han reportado distintos
efectos sobre las estimaciones. Podría haber un efecto de atenuación sobre
las estimaciones de los parámetros en la matriz Γ mientras que los elementos
de B podrían experimentar sesgo positivo (Gillespie y Fox, 1980). Es decir,
por un lado los γ̂ podrían subestimar a los γ y por otro lado β̂ podrían
sobre estimar a los β, lo cual, a su vez, podría inducir una atenuación de las
varianzas de los errores. En este sentido, los modelos de ecuaciones estructu-
rales con variables latentes son una manera alternativa de disminuir el sesgo
debido a la no inclusión de los errores de medida. Al modelar los errores, es
posible analizar relaciones entre constructos eliminando sesgos debido a la
atenuación (Huba y Harlow, 1987), así como otros efectos producidos por las
correlaciones entre las varibles (Reuterberg y Gustafsson, 1992).

Como ilustración de lo expuesto hasta ahora en esta sección, veamos el
caso para un modelo de regresión simple siguiendo la exposición de Bollen
(1989, pág. 154). Se asume que el modelo correcto es el modelo de variables
latentes y se compara el coe�ciente de regresión para este modelo con el
coe�ciente para el modelo de variables observadas que no considera los errores
de medida. Considérese que el verdadero modelo para la relación entre las
variables incluidas es

η = γξ + ζ

x = λ1ξ + δ (4.39)
y = λ2η + ϵ,

se asume que las variables están desviadas de su media. λ1, λ2 y γ son cons-
tantes distintas de cero y E(δ) = E(ϵ) = E(ζ) = 0. δ y ϵ son los errores
de medida para x e y respectivamente que no están correlacionados entre
ellos, con ζ ni con las variables latentes. También, ζ y ξ están incorreladas.
A �n de asignarle una escala a las variables latentes lo cual es una condición
necesaria para la identi�cación, se �ja λ1 = λ2 = 1. El objetivo es estimar
la magnitud de la relación entre η y ξ medida por γ. Una opción es suponer
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que las variables observadas son idénticas a las variables latentes que ellas
miden con lo cual, el modelo en (4.39) se reduce a

y = γ∗x+ ζ∗. (4.40)

El asterisco en γ y ζ en (4.40) los distinguen de los correspondientes paráme-
tros para el modelo con variables latentes. Según lo expuesto anteriormente
γ∗ ̸= γ y ζ∗ ̸= ζ. En efecto,

COV (ξ, η) = COV (ξ, γξ + ζ)

= γV AR(ξ) + COV (ξ, ζ)

= γϕ, (4.41)

donde ϕ es la varianza de ξ. Por otro lado, a partir del modelo de medida en
(4.39) y dado que λ1 = λ2 = 1, se obtiene

COV (x, y) = COV (ξ + δ, η + ϵ)

= COV (ξ + δ, γξ + ζ + ϵ)

= γV AR(ξ)

= γϕ, (4.42)

así, las covarianzas de las variables latentes y las covarianzas poblacionales
de las variables observadas son iguales. Por otro lado, de (4.40) se obtiene

COV (x, y) = COV (x, γ∗x+ ζ∗)

= γ∗V AR(x) + COV (x, ζ∗)

= γ∗V AR(x), (4.43)

con lo cual

γ∗ =
COV (x, y)

V AR(x)
, (4.44)
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sustituyendo (4.42) en (4.44) se obtiene

γ∗ = γ

[
ϕ

V AR(x)

]
. (4.45)

El resultado obtenido en (4.45) dice que el coe�ciente de regresión γ∗ del
modelo de variables observadas que no considera los errores de medida, será
igual al coe�ciente de regresión γ del modelo con variables latentes que sí
considera los errores de medida, si y solo si V AR(x) = ϕ. De (4.39), para
λ1 = 1, se tiene que V AR(x) = V AR(ξ) + V AR(δ) = ϕ + V AR(δ). Así,
γ∗ = γ solo si la varianza del error de medida para x es cero, es decir en
ausencia del error de medida. En caso contrario se tiene que ϕ < ϕ+V AR(δ)
y así, el término entre corchetes en (4.45) es menor que uno y γ∗ < γ. De
tal modo que en presencia de errores de medida para la variable exógena,
el coe�ciente para el modelo de variables observadas experimenta un efecto
de atenuación relativo al coe�ciente para el modelo de variables latentes.
De hecho, γ∗ es un estimador inconsistente de γ (ver Bollen, 1989 para una
revisión más extensa del efecto de los errores de medida no modelados).

Gillespie & Fox (1980) examina los efectos de errores de medida presentes
pero no modelados en un sistema estructural con dos ecuaciones. Gillespie &
Fox encontraron que los errores de medida no incorporados al modelo tiene
un efecto sobre los parámetros que relacionen a las variables exógenas con
las variables endógenas, ye el efecto se extiende a los parámetros que miden
las relaciones entre variables endógenas así como a las estimaciones de las
varianzas y covarianzas de los errores en las ecuaciones. Por otro lado, la
covarianza que está asociada con la in�uencia de las variables exógenas, ante
errores no modelados es realmente explicada por las variables endógenas, lo
que hace que los estimadores β̂ sobre estimen los valores de los parámetros
lo que podría conducir a sesgo negativo en la estimación de las covarianza
de los términos de error en las ecuaciones o errores estructurales. Para una
revisión detallada de los resultados obtenidos por Gillespie & Fox (1980) ver
por ejemplo, Rigdon (2004). Efectos sobre datos longitudinales pueden verse
en Fergusson & Horwood, (1984).
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4.4. Resultados: Un algoritmo SEM-MDS al-

ternante

En MDS de mínimos cuadrados, cuando se considera la posibilidad de
admitir una transformación de las disimilaridades o disparidades, el proceso
de estimación involucra dos fases. En la primera fase los parámetros del
modelo son estimados asumiendo las disparidades conocidas. En la segunda
fase, se estiman las disparidades con los demás parámetros desconocidos. El
procedimiento continúa hasta minimizar el STRESS. Así, el objetivo en del
modelo MDS de razón de mínimos cuadrados propuesto es determinar una
con�guración X∗, tal que las distancias d∗ij = dij(X

∗) se aproximen tanto
como sea posible a las disparidades simétricas d̂∗ij = b̂δ∗ij, como resultado de
minimizar

STRESS =
∑
i<j

(
d̂∗ij − dij(X

∗)
)2
. (4.46)

En presencia de variables latentes o errores de medida en el análisis de
regresión, la metodología SEM produce estimaciones de los parámetros al
menos tan buenas como las producidas por el procedimiento de mínimos
cuadrados ordinarios (Bentler, 1983; Joreskög, 1978). Así, en términos del
modelo propuesto las disparidades pueden ser estimadas en un contexto de
estructura de covarianzas a través de un procedimiento de estimación alter-
nante que minimiza el (4.46) usando SMACOF (de leeuw & Heiser, 1980).
Una vez establecidos los valores iniciales para los parámetros, se estima la
con�guración X a partir de la minimización de (4.46). Luego, se estiman los
valores de la matriz simétrica ∆̂

∗
, a partir de las distancias calculadas sobre

la con�guración obtenida en la fase previa. Esta fase también logra disminuir
el STRESS.

Para la r-ésima interación, la matriz de distancias D(X̂
(r−1)

) es conocida
cuando se entra en la fase SEM. Así, la matriz de covarianza muestral, S(r),
se puede escribir como

S(r) =

 VAR(D(X̂
(r−1)

))

COV(D(X̂
(r−1)

),∆1) VAR(∆1)

COV(D(X̂
(r−1)

),∆2) COV(∆1,∆2) VAR(∆2)

 . (4.47)
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La función de ajuste para la estimación de los parámetros del modelo estruc-
tural, es

FULS =
1

2
tr
[
(S− Σ(θ))2

]
, (4.48)

Esta función de ajuste es adecuada en este contexto debido a que no se
hacen supuestos distribucionales para los datos de disimilaridad (Finney &
DiStefano, 2006). Cuando las estimaciones de los parámetros son conoci-
das, se estiman las disimilaridades simétricas con la ecuación (4.37). Este
es el procedimiento de regresión de mínimos cuadrados ordinarios para es-
timar las puntuaciones de los factores que provee puntuaciones altamente
correlacionadas con el factor (Grice, 2001). Ambos procedimientos están en
concordancia con la minimización del STRESS que se hace también en un
contexto de mínimos cuadrados ordinarios, una vez que las disparidades han
sido estimadas.

Los parámetros son estimados en cada iteración del algoritmo. Para re�e-
jar esta importante característica del procedimiento, la ecuación (4.48) puede
escribirse como

F (θ(r)) =
1

2
tr

[(
S(r) −Σ(θ(r))

)2]
. (4.49)

Así, el objetivo de la fase SEM es minimizar esta función la cual pro-
vee estimadores consistente para los elementos de θ (Bollen, 1989; Browne,
1982). El procedimiento continúa hasta minimizar el STRESS. El algorit-
mo propuesto de un modelo SEM para el escalamiento multidimensional de
disimilaridades asimétricas (SEMDS), puede resumirse como sigue:

1. Se promedian Los valores ∆1 and ∆2 correspondientes a la matriz de
disimilaridades asimétricas observadas para encontrar una con�gura-
ción inicial X(0) por MDS clásico. Luego, la matriz de disimilaridades
simétrica óptima, ∆̂∗(0), y el coe�ciente b̂(0) se estiman minimizando
(4.49). Luego, se calculan las disparidades iniciales, D̂

(0)
, y se norma-

lizan de forma que
∑

ij d̂
(0)2

ij = n(n − 1)/2 y se calcula el valor inicial
del STRESS según (4.4).

2. Fase de con�guración óptima: Se estima la con�guración X̂
(r)

en
la r-ésima iteración empleando la transformada de Guttman (ver por

ejemplo Borg and Groenen, 2005) sobre D̂
(r−1)

, según la expresión
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X̂
(r)

=
1

n
B(X̂

(r−1)
)X̂

(r−1)
, (4.50)

donde los elementos de la matriz B están dados por, bii = −
∑
j ̸=i

bij, y

bij =


d̂
(r−1)
ij

dij(X̂
(r−1)

)
, for i ̸= j, y dij(X̂

(r−1)
) ̸= 0,

0, for i ̸= j, y dij(X̂
(r−1)

) = 0.

3. Fase SEM: se obtienen las disimilaridades simétricas ∆̂∗(r) y los valo-
res de b̂(r) minimizando (4.49), usando los valores ∆1, ∆2 y las distan-

cias obtenidas en la iteración previa D(X̂
(r−1)

). Para minimizar (4.49)
o equivalentemente,

F (θ) =
1

2
(S

(r)
11 − θ21 − θ5 − κσ2

d(X̂(r−1))
S
(r)
11 )

2 + (S
(r)
21 − θ1θ2)

2

+
1

2
(S

(r)
22 − θ22 − θ4)

2 + (S
(r)
31 − θ1θ3)

2 + (S
(r)
32 − θ2θ3)

2

+
1

2
(S

(r)
33 − θ23 − θ4)

2.

(4.51)

puede emplearse un algoritmo de región de con�anza re�ectivo para
mínimos cuadrado no lineales (para más detalles ver Moré & Sorensen,
1983, o Coleman, Branch & Grace, 1999).

Así, las disparidades óptimas D̂
(r)

se calculan y normalizan de tal forma
que

∑
ij d̂

(r)2

ij = n(n − 1)/2, a �n de evitar soluciones triviales; luego,
se calcula el STRESS de la r-ésima iteración.

4. Se calcula la diferencia entre dos valores de STRESS consecutivos y el
algoritmo retorna a la fase MDS para repetir el procedimiento hasta
que se alcance el criterio de convergencia.

El algoritmo se detiene cuando el criterio de convergencia haya sido logra-
do; es decir, si la diferencia entre dos valores consecutivos del STRESS sea
menor a una constante positiva seleccionada o cuando se alcance el número
máximo de iteraciones previamente establecido.
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4.5. Aplicaciones

En este capítulo se analiza el comportamiento del modelo propuesto
SEMDS para la representación de objetos en base a una matrix asimétri-
ca de disimilaridades. El procedimiento podría ser útil, por ejemplo, cuando
las disimilaridades son recolectadas en experimentos de confusión de estímu-
los. En tales situaciones, las asimetrías en las disimilaridades se asocian con
aspectos vinculados a la atención, al entrenamiento, al contexto y al marco
de referencia, como ha sido referenciado en el capítulo introductorio. Podría
pensarse que en ausencia de estos factores que ejercen in�uencia sistemática
sobre las disimilaridades observadas, éstas podrían ser simétricas. Así, hay
argumentos sustantivos que apoyan el supuesto de que a la matriz de disi-
milaridades asimétricas observadas, subyace una matriz simétrica de la cual,
aquella es una medida imperfecta.

En la situación descrita, el procedimiento típico es simetrizar la matriz
observada promediando los elementos correspondientes a ambos lados de la
diagonal y entonces buscar una representación con algún modelo MDS simé-
trico. Debido a que el procedimiento SEMDS, estima una matriz simétrica
para la cual una con�guración es determinada, pudiera ser interpretado como
otro proceso de simetrización de la matriz de disimilaridades observada. Sin
embargo, hay diferencias importantes en las dos metodologías. En el procedi-
miento SEMDS, la estimación de la matriz simétrica se hace en cada iteración
y emplea en cada caso información obtenida en la iteración anterior. Así, el
proceso de estimación de la matriz simétrica contribuye a disminuir la dife-
rencia entre disimilaridades y distancias. Por otro lado, la contribución de
cada parte triangular de la matriz asimétrica observada para la estimación de
la matriz simétrica, no son seleccionados de manera arbitraria (por ejemplo
λ1 = λ2 = 1/2). La contribución es estimada junto con otros parámetros del
modelo, en un procedimiento que involucra minimizar una función de míni-
mos cuadrados que produce estimaciones consistentes de los parámetros.

Para probar el desempeño del modelo, se obtuvieron 8100 conjunto de
datos arti�ciales generando verdaderas distancias de una con�guración y
agregando perturbaciones aleatorias para simular errores de medida según
(4.15) y (4.16), siguiendo una metodología similar a la propuesta por Weeks
and Bentler (1979). En primer lugar, se generaron n puntos aleatoriamente
de una distribución uniforme en dos dimensiones, para obtener la matriz de
con�guración, para tamaños de n = 15, 25, 50. Luego, para cada con�gura-
ción se calculó la distancias Euclidianas entre las �las y se organizaron en
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forma de vector, para obtener muestras de tamaño 105, 300 y 1225, respecti-
vamente. Los errores se seleccionaron de una distribución normal con media
cero y varianza proporcional a la varianza de las distancias verdaderas, con
factor de proporcionalidad p igual a .05, .10, .15, .25, .50, 1.00, 1.50, 2.00, h
3.00. Para los casos en los que esta metodología produjo valores negativos, su
sumó una constante de manera que el valor más pequeño fuese 0. Los valores
posibles para las cargas factoriales fueron (0.5,0.5),(0.3,0.7) y (1,2). el proce-
so se repitió 100 veces para cada combinación. Los 8100 conjuntos generados
se analizaron con el procedimiento SEMDS propuesto y con SAMCOF con-
siderando la matriz ∆ = (∆1 +∆2)/2, como las fuentes de las similaridades
simétricas.

Para cada conjunto de datos simulados, se calculó la correlación entre las
distancias perturbadas ∆1 y ∆2 y para la con�guración dada, se calcularon
los valores del STRESS normalizado y del estadístico Procrustes escalado,
tanto para la con�guración original como para la recuperada. Las correlacio-
nes para cada par de cargas factoriales (λ1, λ2) y para cada nivel p de la
varianza del error, se promediaron a través de las réplicas correspondiendo a
todos los valores de n. Como se esperaba, para valores bajos de λ1 and λ2
se encontraron valores de correlación alto para valores de p de 0.05 a 0.10,
pero para valores altos de las cargas factoriales la correlación aumentó para
todos los valores de p, como se muestra en la Figura 4.1.

Las diferencias promedio entre los resultados obtenidos por el algoritmo
SMACOF aplicado sobre la simetrización dada por (∆1 + ∆2)/2, y el al-
goritmo SEMDS aplicado al conjunto de datos asimétricos, en términos del
STRESS y el valor del índice Procrustes de bondad de ajuste, se resumen
en la Figura 4.2 para cada término de la varianza del error y cada par de
cargas factoriales. Valores negativos de esas diferencias re�ejan el desempeño
superior del modelo propuesto. En general, el procedimiento SEMDS recu-
pera correctamente las cargas factoriales originales en todas las situaciones
y, para conjunto de datos grandes produce los mejores resultados para todas
las cargas factoriales y todos los niveles de la varianza del error, tanto en
STRESS como en el índice Procustes entre las con�guración original y la
recuperada.

Para conjunto de datos más pequeños, los dos procedimientos producen
resultados similares en el STRESS cuando las cargas factoriales son (0,5, 0,5)
y para valores de p hasta 0.5 correspondiendo a un coe�ciente de correla-
ción promedio de 0.32. Para las cargas factoriales (0,3, 0,7), el procedimiento
SEMDS logró mejores resultados con un valor de p de hasta 0.5 y n = 15

110



correspondiendo a un coe�ciente de correlación promedio de 0.27, y de p = 2
para n = 2 correspondiendo a un coe�ciente de correlación promedio de 0.87.
Para niveles de error más altos y bajas correlaciones, SMACOF produjo me-
jores resultados en el STRESS para conjunto de datos pequeños. Sin embargo,
en términos del Procustes los resultados fueron bastante diferentes; en todas
las situaciones, excepto para la combinación n = 2, p = 2 y cargas factoriales
de (0,5, 0,5), el procedimiento SEMDS produjo la mejor con�guración.

Las dos metodologías también se compararon con datos reales. Se utiliza-
ron los datos clásicos de confusión perceptual de Miller & Nicely (1955). Los
datos son confusiones entre 16 consonantes del idioma Inglés. En esta prueba,
un grupo de mujeres escuchan a una mujer leer sílabas consonante-vocal for-
madas por el emparejamiento de las consonantes /b,d,g,p,t,k,v,ð,z,3,f,θ,s,

∫
,m,n/

con la vocal /a/. A los sujetos se les pidió escribir la consonante que escucha-
ron cuando cada sílaba fue pronunciada. Se compilaron matrices de confusión
o errores de identi�cación bajo 17 diferentes condiciones experimentales. Las
4 primeras tablas de 16× 16 dan un resumen de los datos obtenidos cuando

Figura 4.1: Valores de Correlación promedio entre los valores simulados de
δ1 y δ2 a través de todas las réplicas y tamaños, para cada par de cargas
factoriales y nivel de la varianza del error.
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Figura 4.2: Diferencias promedio para el STRESS (panel de la izquierda) y
para el índice de bondad de ajuste Procrustes (panel de la derecha) entre
los resultados obtenidos por SMACOF y por el algoritmo propuesto para el
conjunto de datos simulados, para cada término de la varianza del error y
para cada par de cargas factoriales.
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condiciones de ruido atenuado producen varias ratios discurso-a-ruido (D/R),
con la adición de ruido aleatorio a diferentes niveles. En esta aplicación solo
se analizan las primeras 4 tablas.

Las similaridades originales fueron transformadas en disimilaridades con-
siderando el procedimiento de normalización descrito por Hubert (1972) pa-
ra este conjunto de datos. Así, las probabilidades condicionales se calcu-
laron dividiendo cada entrada de la matriz original por el total de la �-
la correspondiente. Luego se obtienen las disimilaridades asimétricas como
δij = 1−sij/(máx(sij)+c), donde la constante c toma el valor de 0.001, para
evitar entradas cero, mientras se mantiene el valor absoluto de las entradas
(ver Arabie and Soli, 1979).

Cada parte triangular de la matriz de disimilaridades asimétricas,∆1 and
∆2, puede ser considerada una medida diferente de una relación simétrica
subyacente entre los pares de señales que incluyen 120 entradas. La matriz
de disimilaridades asimétrica fue analizada por la metodología SEMDS pro-
puesta, y los resultados comparados con los obtenidos por el procedimiento
SMACOF usual para MDS de razón, con las disimilaridades simetrizadas por
(∆1 +∆2)/2.

SMACOF produjo un valor del STRES bruto de 9,0052 y un valor del
intercepto b = 1,6083. Para el procedimiento SEMDS el valor del STRESS
fue de 8,8448 asociado con valores de los parámetros de θ = (0.3632, 0.0970,
0.0614, 0.0158, 2.2463e-14), con una correlación de 0,16 entre las dos partes
triangulares de la matris de disimilaridades asimétricas. Así, la mejor con�-
guración en términos del stress fue alcanzada por el procedimiento SEMDS.
Además, ambos procedimientos mostraron diferencias en la con�guración ob-
tenidas siguiendo una transformación Procrustes, especialmente en las con-
sonantes oclusivas y fricativas b y z, como puede verse en la Figura 4.3
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Figura 4.3: Representación de la con�guración óptima por el procedimien-
to SEMDS (puntos), y la con�guración Procrustes obtenida con SMACOF
cuando las disimilaridades fueron primero simetrizadas (cruces).
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Capítulo 5

Conclusiones

Los datos de proximidad asimétricos no son raros en muchas áreas de in-
vestigación. Esto se ve re�ejado en la gran cantidad de enfoques disponibles
para analizar proximidades no simétricas y la importante cantidad de inves-
tigación vinculada al tema. Sin embargo, la mayoría de esta investigación
pareciera dirigida a situaciones donde la asimetría es intrínseca a la natura-
leza de los datos, en el sentido que se expuso en el capítulo introductorio.

El modelo SEMDS propuesto, pudiera ser adecuado para analizar asi-
metrías en un contexto diferente. Es aquel que examina proximidades como
juicios psicológicos de confusión de estímulos. Las asimetrías que tienen co-
mo fuente las medidas de confusión, tradicionalmente han sido modeladas en
MDS como debidas a errores aleatorios. Esta tradición podría haber incidido
para que la literatura sobre esta línea de trabajo sea relativamente escasa.
Más allá de los trabajos de Zeilman y Heiser (1996), Shepard, (1964), Tor-
gerson (1965), Sjöberg (1972) y Rosh, (1975), Poco trabajos aparecen en la
literatura dirigidos a estudiar y modelar este tipo de asimetrías aunque, pa-
radójicamente, estos investigadores han señalado que las confusiones aportan
información acerca de las similaridades de los estímulos (Zeilman y Heiser)
o que los niveles de atención se asocian con las medidas de confusión de es-
tímulos (Shepard), y con el contexto y el marco de referencia (Torgerson y
Sjöberg) y que en general están conectadas con las tareas cognitivas (Rosh).

El modelo SEMDS mostró, tanto en su aplicación a datos arti�ciales como
a datos reales, un mejor desempeño global que el procedimiento típico de si-
metrizar la matriz de disimilaridades original. La simetrización asigna valores
iguales a los aportes de cada parte triangular asimétrica en la determinación
de la matriz simétrica que �nalmente es representada, y esos valores son los
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mismos para todos los casos, mientras que el procedimiento propuesto esti-
ma de manera óptima esas ponderaciones a través de un procedimiento que
asegura estimadores consistentes para los parámetros. Parte de la diferencia
en el despeño de ambos enfoques descansa en esta importante característica
del SEMDS.

El modelo propuesto alcanzó el mejor desempeño en el experimento si-
mulado cuando los tamaños de muestra fueron los más grandes considerados
(N>100). Esto es congruente con los requerimientos de tamaños de muestras
grandes que tienen los modelos de estructura de covarianza, aunque aquí no
se hicieron estudios de ajuste global con pruebas de distribución asintótica.

Cuando los tamaños de muestra son pequeños los resultados indican un
comportamiento similar de ambos procedimientos aunque los valores del
STRESS y del índice Procustes fueron levemente superiores para el SSEMDS.

Cuando la correlación entre las partes triangular inferior y triangular
superior fueron altas, los resultados también fueron similares. Esto pudiera
ser un resultado esperado por cuanto en esa situación, las partes triangulares
tendrían un peso similar en la construcción de la matriz simétrica que es el
supuesto que asume el método de simetrización, a todo evento.

Finalmente, un valor agregado del modelo SEMDS que contribuye por
un lado a mejorar la precisión en la estimación de la matriz simétrica que
mejor explique la variabilidad de los datos y por otro lado, a la velocidad de
aproximación entre las disimilaridades transformadas y las distancias, es la
inclusión de los errores de medida. Es una característica que pudiera contri-
buir a representar completamente las asimetrías como distancias entre puntos
en el espacio MDS
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Capítulo 6

Summary

For one-mode proximity data Multidimensional Scaling (MDS) usually
states a monotone relation between dissimilarities and distances, according
to which the symmetry constitutes an important subjacent hypothesis in
the formulation of the model. Nevertheless there are practical situations for
which the symmetry is not manifest when proximity data are compiled, and
the MDS subjacent ideal relation between dissimilarities and distances is
then weakened. Several models have been proposed to analyze data not sym-
metrical. These models fall into two categories. The �rst of these categories
includes models that are based on the decomposition of the proximity matrix
into two components, one symmetric and the other skew-symmetric. Some
models in this category represents the symmetrical component by MDS, dis-
cussing separate specialized visualization techniques for the skew-symmetric
component through the singular value decomposition of the skew-symmetric
matrix. Others deal with both components simultaneously by applying the
spectral decomposition of a Hermitian matrix. The second category inclu-
des models of generalized distances, or based on extensions of scalar product
models, among others possibilities. In this research we adopt a di�erent pers-
pective from the structural equation model (SEM) framework, by which the
asymmetry is taken into account as an outcome of measurement errors in
MDS, so that asymmetric proximities are fully represented by distances bet-
ween points in a MDS space. Thus, the upper and lower triangular parts of
the observed asymmetric dissimilarity matrix are assumed to be imperfect
measurements of an unobserved subjacent symmetric dissimilarity matrix
(or latent matrix), to which each triangular matrix (or e�ect indicator) is
linearly related. In this situation, the principal aim of the SEM stage is to
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deal with the unknown symmetric dissimilarity matrix that best explains
the observed variability in a covariance structure estimation problem. The
e�ective incorporation of the error terms in the model is an important be-
ne�t derived from the covariance structure methodology for the parameter
estimation, which helps improve the MDS estimated con�guration.

A least squares alternating estimation procedure using SMACOF (de
Leeuw and Heiser, 1980) is developed such that in each iteration the MDS
con�guration is attained, while the unknown symmetric dissimilarities are
estimated in a covariance structural problem. When transformations are allo-
wed in the MDS framework, and following the usual covariance structure esti-
mation methodology, it can be assumed that the unknown distances arranged
in vector form constitute a latent variable denoted by d∗, which can be mea-
sured through a coe�cient λd using an indicator variable d(X), whose values
are obtained from a previous estimation of the con�guration matrix X.

In terms of a covariance structure model, the problem can be formulated
by means of the system of structural equations given by,

d∗ = b δ∗ + ζ (6.1)

d(X) = λdd
∗ + e (6.2)

δ1 = λ1δ
∗ + ϵ1 (6.3)

δ2 = λ2δ
∗ + ϵ2. (6.4)

Equation 4.13 models the structural spatial relation between the unknown
distances D∗ (measured by D(X)) and the unknown symmetric dissimilari-
ties ∆∗, denoted as the latent variables d∗ and δ∗ respectively.

In the MDS framework this relation can be perceived as a disparity rela-
tion with an error term, where the distances are determined by an alternating
estimation procedure. Coe�cient b is a regression coe�cient which describes
the e�ects of the dissimilarities on the distances, and ζ is the error term
referring to the spatial relationship of mean zero and variance σ2

ζ , which is

uncorrelated with δ∗. Thus, D̂ = b̂∆̂
∗
, where b is also estimated in the SEM

phase, represents the optimal disparities in MDS. After the disparities are
estimated, the distances can be estimated by considering them as predictors
of the symmetric disparities in an alternating estimation procedure using the
Guttman transform (de Leeuw and Heiser, 1980).

118



In the usual least squares MDS framework, two main alternate estimation
phases are involved when disparities are taken into account. In the �rst, the
parameters of the model are estimated assuming the disparities are known;
secondly, the disparities are estimated when the remaining parameters are
known. Thus, for the overall estimation procedure in this context, the dispari-
ties can be estimated in the covariance structure framework in an alternating
estimation procedure that minimizes the STRESS using SMACOF (de Leeuw
and Heiser, 1980); from the previous values of the parameter estimators, the
con�guration is �rst estimated by minimizing the STRESS from the estima-
ted disparities, and then the values of the symmetric dissimilarity matrix
∆̂

∗
are estimated in a structural equation model of three observed variables,

assuming the con�guration X and thus the distance matrix D(X) is known,
such that the STRESS is also decreased.

The proposed Structural Equation Multidimensional Scaling (SEMDS)
procedure can be summarized as follows:

1. Using the average of ∆1 and ∆2, the initial con�guration X(0) is achie-
ved by classical MDS. Then, the optimal symmetric dissimilarity ma-
trix ∆̂∗(0) and coe�cient b̂(0) are calculated in the SEM framework by
minimizing (4.49). The initial disparities D̂

(0)
are then calculated and

normalized such that
∑

ij d̂
(0)2

ij = n(n− 1)/2; the initial STRESS value
is calculated using (4.4).

2. Optimal con�guration phase: In the r-th iteration, the con�gura-

tion X̂
(r)

is estimated by the Guttman transform (see e.g. Borg and

Groenen, 2005) from D̂
(r−1)

,

X̂
(r)

=
1

n
B(X̂

(r−1)
)X̂

(r−1)
, (6.5)

where the elements of matrix B are given by, bii = −
∑
j ̸=i

bij, and

bij =


d̂
(r−1)
ij

dij(X̂
(r−1)

)
, for i ̸= j, and dij(X̂

(r−1)
) ̸= 0,

0, for i ̸= j, and dij(X̂
(r−1)

) = 0.
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3. SEM phase: The symmetric dissimilarities ∆̂∗(r) and the value of b̂(r)

are then obtained by minimizing (4.49), using the values of∆1, ∆2 and

of the last given distancesD(X̂
(r−1)

). A common trust-region-re�ective
algorithm for nonlinear least-squares problem can be employed (see e.g.
Moré and Sorensen, 1983, or Coleman, Branch and Grace, 1999 for
further details) to minimize (4.49), or equivalently,

F (θ) =
1

2
(S

(r)
11 − θ21 − θ5 − κσ2

d(X̂(r−1))
S
(r)
11 )

2 + (S
(r)
21 − θ1θ2)

2

+
1

2
(S

(r)
22 − θ22 − θ4)

2 + (S
(r)
31 − θ1θ3)

2 + (S
(r)
32 − θ2θ3)

2

+
1

2
(S

(r)
33 − θ23 − θ4)

2.

(6.6)

Then, the optimal disparities D̂
(r)

are calculated and normalized such
that

∑
ij d̂

(r)2

ij = n(n− 1)/2, to avoid trivial solutions; the STRESS in
the r-th iteration is then calculated.

4. The di�erence between two consecutive STRESS values is obtained and
the algorithm returns to the MDS phase until the convergence criterium
is attained.

The algorithm stops if the overall convergence criterium is achieved. For
arti�cial data, en general, the SEMDS procedure correctly recovers the ori-
ginal factor loadings in all situations, and for large data sets, it produces the
best results for all factor loadings and error levels both in terms of STRESS
and of the Procrustes goodness of �t criterion between the recovered and the
original con�gurations.
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