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Resumen

La prediccion de estructuras de proteinas involucra varios y muy complejos pasos,
entre los que se incluye la prediccion de mapas de contactos. En los ultimos afios se
han explorado métodos basados en algoritmos de aprendizaje automatico, técnicas
estadisticas, bioinspiradas, combinacién de clasificadores, entre otras, sin lograr aldn
los niveles de efectividad deseados. El objetivo de la presente investigacidn es disefiar
un algoritmo, a partir de la informacion brindada por la secuencia de aminoacidos, que
posea capacidad explicativa y permita predecir mapas de contactos de proteinas con
una efectividad similar o superior a los algoritmos del estado del arte. Este se sustenta
sobre la base del supuesto de que el andlisis de la correlacion entre la estructura de
residuos covalentes de una proteina y su secuencia de aminoacidos permitiria obtener
un algoritmo capaz de predecir los mapas de contactos de una proteina, con una
precision aceptable. Como resultado, se obtuvo el multiclasificador FoDT, el cual es
capaz de asignar contactos con una efectividad del 55% reduciendo significativamente
el costo computacional. FoDT propone una codificacién donde se analizan por
separado cada una de las 400 parejas de aminodcidos que pueden formarse. Ademas,
implementa un nuevo algoritmo de re-muestreo basado en una estrategia genética,
capaz de reducir el nivel de desbalance que existe en la prediccion de mapas de
contactos. La comparacion con algoritmos del estado del arte, empleando proteinas
del CASP9 y el CASP10, muestra que no existen diferencias significativas con éstos, sin
embargo, es capaz de brindar un mecanismo de interpretacion de su base de
conocimiento.
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Introduccion

Capitulo 1

Introduccion

1.1.- Motivacion
La Biologia Tedrica actual centra su atencidén en la investigaciéon de las estructuras
basicas de la vida. Una de estas estructuras basicas es el sistema bioquimico que hace

posible el flujo de la informacién genética en los organismos vivos, el cédigo genético.

El cdédigo genético es la piedra angular del sistema de informacién genética.
Consecuentemente, es de esperar que toda construccidn tedrica que intente explicar
las relaciones cuantitativas y cualitativas existentes en el sistema de informacién
genética tome como punto de partida el cddigo genético. El desarrollo alcanzado por
las Ciencias Bioldgicas ha permitido la acumulacién de mucha informacién
experimental disponible en grandes bases de datos, lo cual ha dado lugar al

surgimiento de la Bioinformatica.

Bioinformatica es una rama interdisciplinaria de las Ciencias de la Computacién que
estudia sistemas de computo y tratamiento de la informacidn para el analisis de datos
experimentales (de nivel molecular, principalmente) de sistemas bioldgicos, asi como
la simulacion de los mismos. Algunas de las principales aplicaciones de la
bioinformatica son la simulacién, la mineria de datos (data mining), y el analisis de los
datos obtenidos en el estudio de moléculas relevantes para la vida, principalmente del
ADN/ARN/genoma (Proyecto Genoma Humano) o de las proteinas (cuyo conjunto en
un determinado organismo biolégico forma su proteoma), asi como el disefio vy

desarrollo de herramientas tales como bases de datos, directorios web, etc.

Este, es un campo que ha emergido vertiginosamente, influenciado principalmente por
los avances en la secuenciacién del ADN y las técnicas de mapeo. Uno de los grandes

desafios de la bioinformatica es la prediccién de estructura, donde se desea

Prediccién de Mapas de Contactos de Proteinas Mediante Multiclasificadores 3



Introduccion

determinar la estructura tridimensional (3D) de una proteina, a partir de su secuencia

de aminoacidos [1]—[3].

La organizacion de una proteina viene definida por cuatro niveles estructurales
denominados: estructura primaria, estructura secundaria, estructura terciaria y
estructura cuaternaria. Cada una de estas estructuras informa de la disposicién de la

anterior en el espacio.

Es conocido que las proteinas se pliegan de manera espontdnea y reproducen una
estructura 3D Unica, en solucién acuosa [4]. Por otra parte, se ha demostrado que los
esquemas de prediccién de plegamiento basados en el empleo de proteinas solubles
parecen ser inapropiados para la prediccidon de proteinas de membrana, las cuales
tienden a plegarse de forma diferente. Esto se debe a que en la secuencia no se
encuentra toda la informacién de la estructura de la proteina, sino que requieren de la
presencia de membranas cotemporalmente con el proceso de biosintesis, para el

plegamiento y la insercion [5].

La base de datos de proteinas (PDB)[6], almacena las coordenadas tridimensionales de
los atomos de miles de estructuras de proteinas. La mayoria de estas proteinas pueden
agruparse en alrededor de 700 familias de plegamientos, basadas en sus similitudes. Y
se supone que existen unas 1000 familias[7]. Estas bases de datos ofrecen un nuevo
paradigma para la prediccion de estructuras de proteinas, mediante el empleo de
métodos de mineria de datos como la clusterizacidn, clasificacion, las reglas de

asociacion, los modelos ocultos de Markov, etc.

La prediccidn y el analisis de estructuras de proteinas involucra varios y muy complejos
pasos, incluyendo la busqueda de secuencias homadlogas, el alineamiento de multiples
secuencias, modelos comparativos de alineamiento de estructuras, evaluacién y

medicion, visualizacidn tridimensional, entre otros [8]-[17].

La habilidad de hacer predicciones exitosas implica el entendimiento de la relacion
entre la secuencia y la estructura de la proteina [18], [19]. Los contactos entre los
residuos, condicionan el plegamiento de las proteinas y caracterizan las diferentes

estructuras de proteinas. La prediccidon de los contactos entre residuos requiere del
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estudio de las distancias entre los residuos de la proteina, relacionado con el par de

aminoacidos especifico.

1.2.- Planteamiento

En los ultimos afios, se han desarrollado multiples métodos destinados a la prediccidon
de mapas de contacto. Los primeros esfuerzos partieron de procesar la distribucién de
las distancias de los residuos de un par en proteinas de estructura 3D conocida con el
objetivo de abordar los problemas de plegamiento. Recientemente, la clasificacion de
los contactos residuales ha sido relacionada con patrones estructurales. Otros
ejemplos mds especificamente apuntan al tema de la prediccién de los contactos
residuales usando la informacién derivada de la ocurrencia de mutaciones

correlacionadas en proteinas similares.

Han sido desarrollado métodos que combinan las mutaciones correlacionadas con la
informacién estadistica derivada de las bases de datos de estructuras de proteinas
conocidas y otras propiedades. Algunas de estas propiedades son: la conservacién de
secuencias a partir del calculo de multiples alineaciones de secuencias, la separacién
de secuencias a lo largo de la cadena, la estabilidad de la alineacién y la ocupacion del

contacto de un residuo especifico como evaluacidn de la estructura 3D de la proteina.

Mas recientemente se han explorado métodos basados en algoritmos de aprendizaje
automatico y redes neuronales para predecir las distancias entre los pares acoplados
de residuos, asi como los mapas de contacto de las proteinas y su aproximacion basada
en la clasificacion de residuos. Estos sistemas han logrado predecir las estructuras
tridimensionales con una efectividad del 35% para todas las proteinas, lo cual
demuestra claramente que los predictores basados en aprendizaje automadtico
mejoran la eficiencia de los predictores estadisticos, pero todavia no presentan una

precision suficiente para la prediccidn de la estructura de las proteinas.
Entre las principales causas que dieron origen a esta investigacién se encuentran:
e Bajo nivel de efectividad de los algoritmos propuestos hasta la actualidad.

e La mayoria de los algoritmos de prediccidon de estructuras de proteinas presentan

un alto grado de complejidad computacional.
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e La mayoria de los algoritmos emplean técnicas cuyas base de conocimiento no son

interpretables, convirtiéndolos en cajas negras.

Es por ello que, el problema que aborda esta investigacion es que en la actualidad no
se cuenta con técnicas de prediccion de estructuras de proteinas, a partir de la
secuencia de aminodacidos, que logren una precision aceptable y sean capaces de

brindar un modelo facilmente interpretable por los especialistas bidlogos.

Esta investigacion se enmarca en el proceso de prediccion de mapas de contactos de
proteinas. Especificamente en el empleo de técnicas de aprendizaje automatico que

permitan dilucidar dicho proceso.

1.3.- Objetivos

El objetivo principal de esta investigacion es disefiar un algoritmo, a partir de la
informacién brindada por la secuencia de aminoacidos, que posea capacidad
explicativa y permita predecir mapas de contactos de proteinas con una efectividad

similar o superior a los algoritmos del estado del arte.

Este objetivo se sustenta sobre la hipodtesis de que si se disefia una heuristica basada
en la correlacién entre la estructura de residuos covalentes de una proteina y su
secuencia de aminoacidos, se lograria un algoritmo capaz de predecir los mapas de

contactos de una proteina, con una precision aceptable.

Para dar cumplimiento a este objetivo, se trazaron las siguientes tareas de

investigacion:

1. Realizar el analisis del marco tedrico sobre métodos de prediccién de estructura

de proteinas, profundizando en la etapa de prediccidén de los mapas de contactos.

2. Disefiar un método de extraccion y pre-procesamiento de la informacién
contenida en la secuencia de las proteinas que incluya la codificacién y el

tratamiento del desbalance entre contactos y no contactos.

3. Disefiar un método de predicciéon de mapas de contactos de proteinas, a partir del
empleo de arboles, que sélo tome en cuenta la informacién contenida en la
secuencia y que permita obtener un modelo descriptivo del proceso de

plegamiento de las proteinas.
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4. Validar el método propuesto mediante el empleo de conjuntos de proteinas del

PDB y la comparacion con otros predictores del estado del arte.

1.4.- Fundamentacidn de la investigacion

Los contactos entre los residuales de las proteinas, condicionan su plegamiento vy
caracterizan su estructura. Por tanto, la prediccidon de los contactos residuales es un
problema interesante cuya solucién puede ser util para el reconocimiento de
plegamientos. A partir del conocimiento de los contactos residuales puede ser

deducida la estructura tridimensional de una proteina.

La importancia de esta investigacion se debe a que la estructura es quien determina la
funcién que realiza la proteina, las cuales pueden ser muy variadas. Entre estas
funciones se destacan la enzimatica, hormonal, transportadora (hemoglobina),
defensiva (anticuerpos), estructural (coldgeno), etc. De ahi, el interés que tiene para la
industria farmacéutica y para la medicina en general, el poder predecir la estructura de
proteinas no conocidas con un nivel efectividad superior al existente en la actualidad.
Esto, combinado con los datos protedmicos de expresion de arreglos (microarrays),
brindaria un modelo flexible para la célula completa, potencialmente capaz de predecir
las propiedades emergentes del sistema molecular, tales como las sefales de las
sendas de transduccidn, la diferenciacién y la respuesta inmune. En Cuba vy el resto del
mundo, muchos son los esfuerzos que se dedican a la producciéon de nuevos farmacos
y medicamentos, donde se presentan problemas de predicciéon de estructuras de
proteinas que aun estar por resolver. La aplicacion de técnicas de Soft Computing en

este campo resulta relevante desde el punto de vista cientifico, econdmico y social.

En esta investigacién se planteara un algoritmo original para la prediccion de mapas de
contactos de proteinas, a partir del empleo de arboles de decision. Este algoritmo
sigue los supuestos ab initio para las técnicas de prediccion de estructuras. Donde toda
la informacion para el proceso de prediccion se extrae Unicamente de la secuencia de

proteinas.

Esta propuesta es supervisada y se formalizara en el algoritmo FoDT. Para su
evaluacién se seguiran los principios OECD establecidos por la Unidn Europea para la
validacion de modelos quimicos y biolégicos [20], incluyendo la medicion de medird la

robustez del algoritmo, su bondad de ajuste y su capacidad de generalizacion. Ademas,
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se definird su dominio de aplicacién y se explicara su mecanismo de interpretacién de
la prediccidn. En el proceso de experimentacién serdn empleadas bases de datos
conocidas, otras extraidas de la base de datos de proteinas (PDB, Protein Data Bank)
[6] y, para la comparacidn con algoritmos del estado del arte, la base de datos del

CASP9 [21]-[23].

La novedad de la investigacion estd en que se propone un predictor basado en un
multiclasificador. El cual presenta como ventajas fundamentales el bajo costo
computacional y su capacidad explicativa, a lo cual se le agrega el empleo de la

informacién que puede brindar la separacién entre los residuos.

Como aporte cientifico-metodolégico, el algoritmo presentado introduce la idea de
tratar el problema de la prediccion de contactos inter-residuales de forma
independiente para cada uno de las parejas de aminodcidos posibles a formarse. Con
este fin, se presenta un nuevo modelo de combinacién de clasificadores con un nivel
de efectividad que compite con los predictores del estado del arte y que brinda un

modelo de conocimientos de facil interpretacion.

1.5.- Principales contribuciones

Las principales contribuciones de este trabajo son:

Publicaciones (JCR):

e Santiesteban-Toca Cosme E., Casafiola-Martin Gerardo M, Aguilar Ruiz Jesus S. A
divide-and-conquer strategy for the prediction of protein contact map. Letters in

Drug Design & Discovery. Vol. 12, No.2, 2015. Impacto: 0.845.

e Santiesteban-Toca Cosme E., Aguilar Ruiz Jesus S. Las técnicas de aprendizaje
automatico en la prediccién de estructura de proteinas: Un enfoque desde la

bioinformatica. AFINIDAD IQS. 2014. ISSN: 0001-9704. Impacto: 0.145.

e Santiesteban-Toca Cosme E., Aguilar Ruiz Jesuis S. A new multiple classifier system
for the prediction of protein's contacts map. Information Processing Letters.

[Factor de Impacto: 0.488]
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Publicaciones referenciadas:

e Cosme E. Santiesteban-Toca, Julio C. Quintana-Saez, Jesus S. Aguilar-Ruiz.
“Predicting protein contact's map employing a divide-and-rule multiple classifier”.

UNICA 2014.

e Alfonso E. Marquez-Chamorro, Federico Divina, Jesus S. Aguilar-Ruiz, Cosme E.
Santiesteban-Toca: Improving the efficiency of MECoMaP: a protein residue-
residue contact predictor. Lecture Notes in Computer Science. Volume 8259,

2013, p. 166 ff.

e Cosme E. Santiesteban-Toca, Milton Garcia-Borroto, Jesus S. Aguilar-Ruiz: Using
Short-Range Interactions and Simulated Genetic Strategy to Improve the Protein
Contact Map Prediction. MCPR 2012: Lecture Notes in Computer Science, pages
166-175. Springer, 2012. ISBN: 0302-9743.

e Santiesteban-Toca Cosme E., Ascencio-Cortes Gualberto, Mdarquez-Chamorro
Alfonso, Aguilar-Ruiz Jesus S. “Short-range interactions and decision tree-based
protein contact map predictor”. Lecture Notes in Computer Science series,

volume 7246. Springer, 2012. ISBN: 0302-9743.

e Marquez-Chamorro Alfonso E., Divina-Federico, Aguilar-Ruiz Jesus S., Bacardit
Jaume, Asencio-Cortés Gualberto, Santiesteban-Toca Cosme E. “A NSGA-II
Algorithm for the Residue-residue Contact Prediction”. Lecture Notes in Computer

Science series, volume 7246. Springer, 2012. ISBN: 0302-9743.

e Asencio-Cortes Gualberto, Aguilar-Ruiz Jesus S., Marquez-Chamorro Alfonso E.,
Santiesteban-Toca Cosme E., Ruiz-Sanchez Roberto. “Prediction of mitochondrial
matrix protein structures based on feature selection and fragment assembly”.
Lecture Notes in Computer Science series, volume 7246. Springer, 2012. ISBN:

0302-9743.

e Santiesteban-Toca Cosme E., and Aguilar-Ruiz Jesus S. DTP: Decision tree-based
predictor of protein contact map. IEA/AIE (2), volume 6704 of Lecture Notes in

Computer Science, pages 367-375. Springer, 2011.
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Santiesteban-Toca Cosme E., Mdrquez-Chamorro Alfonso E., Asencio-Cortés
Gualberto, and Aguilar-Ruiz Jesus S. A decision tree-based method for protein
contact map prediction. EvoBio, volume 6623 of Lecture Notes in Computer

Science, pages 153-158. Springer, 2011.

Santiesteban-Toca Cosme E., Aguilar-Ruiz Jesus S. Entorno de experimentacion

para prediccion de estructuras de proteinas. Springer. 2010. ISBN: 959-25-0525-4.

Otras publicaciones:

Santiesteban-Toca Cosme E., Aguilar Ruiz Jesus S. Multiple Trees classifier system
for protein's contact map prediction. 9th International Congress of Biotechnology

and Plan Culture. Bioveg 2013, pages 15-16. ISBN: 978-959-16-2045-3.

Anton-Vargas Jarvin A., Santiesteban-Toca Cosme E. Seleccion de la mejor
estrategia para la prediccién de contactos interresiduales de proteinas. 9th
International Congress of Biotechnology and Plan Culture. Bioveg 2013, pages 16-

17.1SBN: 978-959-16-2045-3.

Lépez-Aparicio Liuben, Santiesteban-Toca Cosme E., Marrero-Ponce Yovany. Aid
selection of protein and peptide sequences. 9th International Congress of

Biotechnology and Plan Culture. Bioveg 2013, page 17. ISBN: 978-959-16-2045-3.

Santiesteban-Toca Cosme E., Aguilar Ruiz Jesus S. Protein contact map prediction
based on short range-interactions. Xl Congreso de la Sociedad Cubana de

Matematica y Computacién. COMPUMAT 2011. ISBN: 978-959-250-658-9.

Santiesteban-Toca Cosme E., Aguilar Ruiz Jesus S. Short-range interaction-based
protein contact map predictor. Cuba-Flanders workshop on machine learning and

knowledge discovery. CF-WML-KD2011. ISBN: 978-959-250-658-9.

Santiesteban-Toca Cosme E. and Aguilar-Ruiz Jesus S. Prediccion de mapas de
contacto de proteinas basado en arboles de regresién. VIII Congreso Internacional

de Biotecnologia Vegetal. BioVeg 2011, page 96. ISBN: 959-16-0300-2.

Mena-Torres Dayrelis, and Santiesteban-Toca Cosme E. Algoritmo de Edicion de
Datos Bioldgicos para la Prediccion de Estructuras de Proteinas. VIII Congreso

Internacional de Biotecnologia Vegetal. BioVeg 2011, page 97 ISBN: 959-16-0300-2
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Santiesteban-Toca Cosme E., and Aguilar-Ruiz Jesus S. DTP: algoritmo de
prediccién de mapas de contacto de proteinas basado en arboles de decision. XIV

Convencion y Feria internacional. Informatica 2011. ISBN: 978-959-7213-01-7.

Santiesteban-Toca Cosme E., Aguilar-Ruiz Jesus S. Software platform for the
research in protein structure prediction methods. VIl International Congress of

Biotechnology and Plan Culture. Bioveg 2009. ISBN: 959-16-0300-2.

Santiesteban-Toca Cosme E., Aguilar-Ruiz Jesus S. Entorno de experimentacion
para predicciéon de estructuras de proteinas. Taller Internacional de

SoftComputing. UCLV. Abril/09.

Premios recibidos:

Premio Anual Provincial de la Academia de Ciencias de Cuba por su Impacto
Cientifico. Resolucidén No. 18/2014. Trabajo: “Prediccion de Mapas de Contacto de
Proteinas basados en Multiclasificadores”. Autores: Cosme E. Santiesteban Toca,

Julio César Quintana Zaez y Jesus S. Aguilar Ruiz.

Premio Anual Provincial de la Academia de Ciencias de Cuba por su Impacto
Cientifico. Resolucidén No. 20/2012. Trabajo: “Prediccion de Mapas de Contacto de
Proteinas basados en arboles”. Autores: Cosme E. Santiesteban Toca, Jesus S.

Aguilar Ruiz y Julio César Quintana Zaez.

Tutoria de tesis de grado:

Julio César Quintana Zaez. “Algoritmo de prediccion de mapas de contactos de
proteinas basado en las interacciones de estructuras secundarias y arboles de
decision”. Tesis de Master en Informatica Aplicada. Facultad de Informatica.

Universidad de Ciego de Avila. (2014).

Boris Luis Fajardo Estevez. “Prediccion de mapas de contacto basado en arboles de
regresion”. Tesis de Ingenieria en Informatica. Facultad de Informatica.

Universidad de Ciego de Avila. (2012).

Julio César Quintana Zaez. “Algoritmos de predicciéon de estructura proteinas
basados en mapas multiclases”. Tesis de Ingenieria en Informatica. Facultad de

Informatica. Universidad de Ciego de Avila. (2011).
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Registro de Software:

e Cosme Ernesto Santiesteban Toca. “Contact maps predictor” Plataforma para la
investigacion de métodos de prediccidn de estructuras de proteinas. Certificacion

de depdsito legal facultativo de obras protegidas. Registro: 150-2011.

1.6.- Organizacion
El trabajo que se presenta, estd estructurado en cuatro partes y varios capitulos

organizados de la siguiente manera:

Capitulos 2 y 3: en estos capitulos se expone la fundamentacion de tedrica que
permite el entendimiento de la investigacién. En el primero se abordan conceptos
basicos sobre la estructura, las funciones, la sintesis y el plegamiento de las proteinas.
Se realiza un anadlisis del proceso de prediccion de estructura de las proteinas,
haciendo especial énfasis en los mapas de contactos inter-residuales. En el segundo,

elementos sobre multiclasificadores, construccidon y esquemas basicos.

Capitulo 4: en este capitulo se hace una valoracion critica de las diferentes técnicas
abordadas para la prediccién de mapas de contactos y estructuras de proteinas. Se
hace un estudio taxondmico de dichas técnicas y un andlisis de la distribucién de las

mismas.

Capitulo 5: éste es el capitulo mas importante del documento, pues aqui se presenta la
metodologia propuesta para realizar la prediccion de los mapas de contactos de las
proteinas. Se explica cédmo se realiza la codificacidn, el pre-procesamiento, el

multiclasificador y el algoritmo de filtrado disefiados para este propésito.

Capitulo 6: se realiza la validacion de la propuesta presentada en la presente
investigacion. Se muestran los resultados experimentales para el analisis del dominio
de aplicacién del algoritmo, asi como de la validacién interna y externa del mismo.

Adicionalmente, se expone el mecanismo de interpretacién de la propuesta.

Capitulo 7: se presentan las conclusiones y recomendaciones, enfatizdndose en los
resultados alcanzados y proponiendo lineas de continuacién del trabajo aqui

presentado.

Por ultimo se muestran las referencias bibliograficas y los materiales anexos a la

presente investigacion.
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Capitulo 2

Fundamentos sobre la prediccion de
estructuras de proteinas

Las proteinas son cadenas de aminodacidos unidos a través de enlaces covalentes. Estas
estan consideradas las macromoléculas bioldgicas mds abundantes y se encuentran
presentes en todas las células y partes de las mismas. Se presentan en una gran
variedad que pueden variar en su tamafio desde simples péptidos relativamente
pequeifios hasta polimeros con gran masa molecular. De igual forma, éstas exhiben

gran diversidad en cuanto a su funcién bioldgica.

En el presente capitulo se abordan conceptos basicos sobre la estructura, las
funciones, la sintesis y el plegamiento de las proteinas. Se realiza un analisis del
proceso de prediccidn de estructura de las proteinas, haciendo especial énfasis en los

mapas de contactos inter-residuales.
2.1.- Introduccion

Las proteinas son los instrumentos moleculares mediante los que se expresa la
informacién genética. Estan formadas por cadenas lineales de aminoacidos, de los
cuales existen veinte especies fundamentales y que se unen entre si mediante enlaces

peptidicos (enlaces covalentes).
2.2.- Conceptos basicos de proteinas

Las proteinas son largas cadenas de aminodacidos unidas por enlaces peptidicos entre
el grupo carboxilo (COOH) y los grupos amino (NH;) de residuos de aminodacidos

adyacentes.
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Estos aminoacidos, aunque presentan rasgos estructurales comunes, difieren unos de
otros en sus cadenas laterales. Entre sus principales caracteristicas se puede
mencionar la presencia de un atomo de carbono central, el C, portador de un grupo
amino, un grupo carboxilo, un atomo de hidrégeno y una cadena lateral o grupo R
(residuo). Los residuos varian en su composicidn y sus caracteristicas fisico-quimicas
como la carga vy la solubilidad en agua, lo cual brinda al aminoacido sus caracteristicas
definitorias en funcion de las cuales se clasifican. Existen 20 aminoacidos estandar, a
los cuales se les han asignado nombres y abreviaturas de una y tres letras (Tabla 1)
[24].

Tablal. Aminoacidos estandar. Denominacion, cddigos de tres y una letra y algunas de sus

propiedades fisico-quimicas.

. Abundancia vdw Gk
Abrevia- . Polar, .
Nombre relativa MW pK volumen . s Moléculas
turas (%) E.C (As) Hidrofdbico,
e Neutro
0
Alanina Ala A 130 71 67 H \HLOH
NH,
/TILH 0
Arginina Arg R 53 157 125 148 c+ HN H’V\Ht

o
Asparagina Asn N 9.9 114 96 P HQNN OH

O NH,
o]
Aspartato  Asp D 99 114 39 91 c HONOH
O NH,
o}
Cisteina Cys C 1.8 103 86 P HS/\l)LOH
NH,
o o]
Glutamato  Glu E 108 128 43 109 C HOJ\/\‘)\OH
NH,
o] o]
Glutamina GIn Q 108 128 114 P FENJ\/\)‘OH
NH,
o]
Glicina Gy G 7.8 57 48 N HN._AL
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Nombre

Histidina

Isoleucina

Leucina

Lisina

Metionina

Fenilalanina

Prolina

Serina

Treonina

Triptéfano

Tirosina

Valina

Abrevia-
turas
His H
lle |
Leu L
Lys K
Met M
Phe F
Pro P
Ser S
Thr T
Trp W
Tyr Y
Val V
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113

113
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87
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pK
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volumen
(As)
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124
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124

135
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La unién de un conjunto de aminoacidos forma péptidos, los cuales se pueden

encontrar en la naturaleza en tamafos que contienen desde dos hasta miles de
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aminodcidos. Los péptidos formados por pocos aminoacidos son denominados
oligopéptidos, mientras que cuando se unen muchos aminoacidos se les denomina
polipéptidos. Razdon por la cual, en muchos casos los términos polipéptidos y
proteinas suelen intercambiarse. Sin embargo, suele aceptarse que las moléculas con
masas molares inferiores a 10.000 son consideradas polipétidos y con masa molar

superior, proteinas.
2.2.1.- Estructura

La organizacién de una proteina se encuentra definida por cuatro niveles estructurales
comunmente denominados como estructuras: primaria, secundaria, terciaria y
cuaternaria (Figura 1). Cada una de estas estructuras informa de la disposicién de la

anterior en el espacio [25].

€rkrucbura primaria

€s6ructura recundania
€rkructura

terdara

€stbructura

Cuabernoria

Figura 1.  Estructura de las proteinas: primaria, secundaria, terciaria y cuaternaria.

El primer nivel estructural describe todos los enlaces covalentes (principalmente los
enlaces peptidicos y puentes disulfuros) que se pueden encontrar en una proteina.
Esta constituido tanto por el nimero y la variedad de aminoacidos que entran en su
composicion como por el orden en que se disponen éstos a lo largo de la cadena
polipeptidica, también llamado secuencia (Figura 2). A este primer nivel se le llama

estructura primaria.
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THZ
H—C—COOH

|

R

(A)

NHz— CH— CO — HN —CH —CO HN— CH— COOH
| | I
R1 Rz Rs3

(@

Figura 2. Estructura primaria de la proteina. (A) Aminodcido. (B) secuencia de aminodcidos. (C) cadena
peptidica.

Cada polipéptido tiene una composicién caracteristica, debido a que los 20

aminodcidos casi nunca se presentan en cantidades iguales en una proteina. Pudiendo

aparecer multiple, una o ninguna vez por molécula.

El segundo nivel estructural se refiere a la relacion espacial que guarda un aminoacido
con respecto al que le sigue y al que le antecede en la cadena polipeptidica. Estas
disposiciones particularmente estables dan lugar a motivos estructurales repetitivos
gue se muestran, en algunos casos, en el polipéptido entero o algunas zonas de éste.
A este segundo nivel se le llama estructura secundaria. Existen dos tipos de estructura
secundaria: la alfa-hélice (a), donde los aminoacidos se enrollan en forma helicoidal
como si formaran un resorte; y, la conformacion beta (B), donde los aminoacidos se
mantienen extendidos (Figura 3). Son muy frecuentes asociaciones entre estructuras
secundarias que suelen ser muy estables. Una hélice puede enrollarse con otra y

formar una superhélice. También hay combinaciones de hélices y hojas plegadas.
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O - hélice

puente de
hidrégeno

puente de

hoja [5 - plegada
Figura 3. Estructura secundaria de la proteina, laminas beta (B) y hélices alfa (a).

El tercer nivel estructural se refiere a la relacion espacial que guardan entre si las
diferentes zonas o areas de cada cadena polipeptidica que forman a una proteina y
describe todos los aspectos del plegamiento tridimensional de un polipétido. A este

nivel se le llama estructura terciaria (Figura 4).

Figura 4. Estructura terciaria de la proteina.

En una proteina compuesta de una sola cadena polipeptidica, el nivel maximo de
estructuracién corresponde precisamente a su estructura terciaria. Cuando se trata de
una proteina oligomérica, que es aquel tipo de proteina que esta compuesta de mas
de una cadena polipeptidica, se puede considerar un siguiente nivel de organizacién.
Este otro nivel se refiere a la manera en que cada cadena polipeptidica en la proteina
se arregla en el espacio en relacién con las otras cadenas polipeptidicas que la

constituyen. A este nivel estructural se le lama estructura cuaternaria.
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La estructura terciaria informa sobre la disposicion de la estructura secundaria de un
polipéptido al plegarse sobre si misma originando una conformacién globular. Esta
conformacidon globular facilita la solubilidad en agua y asi realizar funciones de
transporte, enzimaticas, hormonales. Esta disposicién se mantiene estable gracias a la
existencia de enlaces entre los radicales R de los aminoacidos. Ademas, aparecen
varios tipos de enlaces: los puentes disulfuro entre los radicales de aminoacidos que
tiene azufre; los puentes de hidrégeno; los puentes eléctricos; vy, las interacciones

hidrofobas.

La estructura cuaternaria deriva de la conjuncidn de varias cadenas peptidicas que,
asociadas, conforman un ente que posee propiedades distintas a la de sus mondémeros
componentes. Esta asociacién ocurre mediante interacciones no covalentes, como
pueden ser los puentes de hidrégeno, las interacciones hidrofdbicas o los puentes

salinos.
2.2.2.- Funciones

Las proteinas ocupan un lugar de maxima importancia entre las moléculas
constituyentes de los seres vivos (biomoléculas). Practicamente todos los procesos

bioldgicos dependen de la presencia y/o actividad de este tipo de sustancias.

Su estructura terciaria determina la funcidn que realiza la proteina, las cuales pueden
ser muy variadas. Entre estas funciones se destacan la enzimdtica (catalizadores de
reacciones quimicas en organismos vivientes), hormonal (reguladores de actividades
celulares), transportadora (hemoglobina y otras moléculas con funciones de transporte
en la sangre), defensiva o anticuerpos (encargados de acciones de defensa natural
contra infecciones o agentes extrafios), estructural (coldgeno), los receptores de las
células (a los cuales se fijan moléculas capaces de desencadenar una respuesta
determinada), la actina y la miosina (responsables finales del acortamiento del
musculo durante la contraccion), el coldgeno (integrante de fibras altamente

resistentes en tejidos de sostén), etc.

Las proteinas dirigen la totalidad de los procesos celulares, incluso su propia sintesis.

Las funciones de mayor importancia de las proteinas en los seres vivos son:
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Funcién estructural, como el coldgeno, la tubulina de los microtubulos, las de las

capsides virales, etc. (Tabla 2).

Las moléculas de coldgeno son ejemplos tipicos de las proteinas simples fibrosas. Son
la clase de proteinas mas abundantes de nuestro cuerpo, son componentes de la
matriz extracelular del tejido conectivo, de modo que las podemos encontrar en

tendones, ligamentos, membrana basal, etc.

Aunque existen distintos tipos de colageno que se diferencian en las secuencias de
aminodcidos y en las proporciones con que se encuentran los mismos, podemos hacer
una generalizacion acerca de su estructura. El coldgeno es una proteina fibrosa que
posee una estructura de orden superior. Estd formado por unidades compuestas por
tres cadenas polipeptidicas de aproximadamente 1000 aminoacidos cada una. Un
tercio de esos aminodcidos estd constituido por la glicina, prolina y lisina hidroxiladas,
constituyendo una estructura rigida. El procolageno, su unidad precursora, es
secretado por el fibroblasto a la matriz extracelular junto a dos enzimas. Estas enzimas
catalizan la separacion de los extremos de la molécula de procolageno para producir la
triple hélice de tropocoldgeno. Las moléculas de tropocoldgeno se asocian
espontaneamente formando microfibrillas. Las microfibrillas se empaquetan unas

junto a otras para formar fibras de coldgeno maduro.

Otro ejemplo de proteinas simples fibrosas lo constituyen las queratinas, que dan
proteccion externa (piel, uiias, cabello, cuernos, etc.). Son producidas por las células
epidérmicas. Su estructura secundaria es en gran parte a-hélice. En el caso particular
de las queratinas del cabello encontramos en su estructura primaria un gran numero
de cisteinas (en el R contienen grupos SH), lo que permite la formacién de puentes
disulfuro, que son uniones covalentes que se dan entre dos grupos SH y que estabilizan
la estructura proteica. El calor o el tratamiento con determinados productos quimicos
pueden reducir los puentes disulfuro, o bien formar puentes nuevos, estirando u

ondulando el cabello.
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Tabla 2. Algunas Proteinas Fibrosas y sus Funciones.

Proteina Origen Funcion

F-actina Intracelular, todas las células. Formacién de microfilamentos en el
citoesqueleto, movimiento contractil.

Colageno Matriz extracelular, huesos, piel, Resistencia a la tension.

Vasos sanguineos.

Desmina Células musculares. Estructuras que sirven de armazén
dentro de la célula.

Elastina Vasos sanguineos, ligamentos. Elasticidad.

Fibroina Seda Fuerza sin flexibilidad.

Queratina Piel, cabello, etc. Intracelular. Estructuras protectoras, resistencia a la
tension de los epitelios.

Lamina (Laminina Lamina nuclear. Estructural.

nuclear)

Esclerotina Exoesqueleto de los artrépodos. Rigidez

Espectrina Membrana de los eritrocitos. Se enlaza con la F-actina, lo que permite

gue la membrana sea flexible.

Funciéon Reguladora: como las ciclinas que controlan el ciclo celular y los factores de

transcripcion que regulan la expresion de los genes.
Funcién Motora: actina y miosina del musculo.

Funcion de Transporte: Globulinas en general, hemoglobima, mioglobina y las

lipoproteinas son algunos ejemplos.

La hemoglobina y la mioglobina son proteinas globulares conjugadas, es decir que en
su estructura encontramos a parte del polipéptido un grupo no proteico que en este

caso corresponde al grupo Hemo.

La mioglobina consta de una sola cadena polipeptidica asociada a un grupo hemo que
es el responsable de la unién del oxigeno, en tanto que la hemoglobina esta formada
por cuatro cadenas polipeptidicas cada una con su correspondiente grupo hemo. Por
lo tanto la hemoglobina presenta estructura cuaternaria lo que le permite variar su
afinidad por el oxigeno, la cual se ve afectada por el pH sanguineo, la temperatura vy la

concentracion de 2,3 DGP (2,3- difosfoglicerato).

Funcion de Reserva: La ovoalbumina, componente principal de la clara de huevo o la

gliadina del trigo.

Funcion de Receptores: como las proteinas receptoras de membrana.
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Funcidon Enzimatica: La enzimas catalizan todas las reacciones metabdlicas. Dada su

importancia bioldgica, este tema sera tratado con mds detalle en el préximo capitulo.

Funcion de Defensa: Los anticuerpos son proteinas simples globulares y son
sintetizadas por las células plasmaticas (linfocitos B activados), son también conocidas
como inmunoglobulinas o gammaglobulinas. Estas proteinas presentan gran diversidad
ya que cada anticuerpo es especifico para un determinado antigeno. Sin embargo,
podemos mencionar que en general estdan compuestas por cuatro cadenas
polipeptidicas dos contienen 220 aminodacidos (cadenas livianas) y las otras mds largas

con 440 aminodcidos cada una (cadenas pesadas).

Funcidon de mensajeros quimicos: La mayor parte de las hormonas son proteinas o
glucoproteinas. También ciertos aminoacidos, derivados de aminoacidos y

oligopéptidos son neurotransmisores en el sistema nervioso.

Cada proteina lleva a cabo una determinada funcién y lo realiza porque posee una
determinada estructura primaria y una conformacién espacial propia; por lo que un
cambio en la estructura de la proteina puede significar una pérdida de la funcién. A
este fendmeno se le denomina especificidad. No todas las proteinas son iguales en
todos los organismos, cada individuo posee proteinas especificas suyas. Esto se pone
de manifiesto en los procesos de rechazo de érganos trasplantados o en la semejanza
entre proteinas en individuos con un grado de parentesco y su uso en la construccién

de "arboles filogenéticos".

De ahi, la importancia que tiene para la industria farmacéutica y para la medicina en
general, el poder predecir la estructura de proteinas no conocidas con un nivel
efectividad superior al existente en la actualidad. Esto, combinado con los datos
protedmicos (expresiéon de arreglos), brindaria un modelo flexible para la célula
completa, potencialmente capaz de predecir las propiedades emergentes del sistema
molecular, tales como las senales de las sendas de transduccidn, la diferenciacion y la

respuesta inmune.
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2.2.3.- Plegamiento

El plegamiento de proteinas es el proceso por el que una proteina alcanza su
estructura tridimensional, de lo cual depende su funcién. Si una proteina no se pliega
correctamente sera no funcional y, por lo tanto, no sera capaz de cumplir su funcién

bioldgica.

Existen muchos indicios que sefialan que la informaciéon necesaria para un correcto
plegamiento de una proteina globular estd contenida en la estructura primaria, es
decir en su secuencia de aminodcidos. Una proteina debe ser capaz de plegarse
correctamente sin mas informacion que la contenida en su secuencia de aminoacidos y

las interacciones que se establecen entre ellos.

La estructura tridimensional de una proteina en condiciones fisioldgicas se conoce
como estructura nativa, y se considera la estructura mas estable de todas las
estructuras posibles. Ademas la estructura nativa es la funcionalmente activa. Si se
cambian las condiciones ambientales, la estructura nativa se pierde, este proceso se

denomina desnaturalizacion.

La estabilidad de la proteina es la tendencia a mantener la conformacidn nativa y se
debe en lo fundamental a las interacciones débiles. Los enlaces covalentes son
claramente mas fuertes que las interacciones débiles individuales. Pero, al ser tantas
las interacciones débiles, éstas son las que logran la fuerza estabilizadora
predominante. Si se tiene en cuenta que la conformacion nativa de una proteina es el
estado en que presenta la conformacién de mas baja energia libre (la mas estable),
entonces ésta se corresponde con la que posee el mayor nimero de interacciones

débiles.

Sin embargo, la estabilidad de una proteina no es Unicamente el resultado de la suma
de las energias libres de conformacién de las muchas interacciones débiles de su
interior. El plegado de proteinas globulares a partir de sus conformaciones
desnaturalizadas es un proceso notablemente rapido, que se completa en menos de

un segundo.

Anfinsen demostré a finales de los sesenta que al desplegar la enzima ribonucleasa A

con urea y mercaptoetanol aumentaba su volumen aparente y desaparecian sus
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propiedades cataliticas. Al dializar la proteina volvia a plegarse. El plegamiento de las
proteinas no estd inducido por la célula sino que es el resultado de la interaccion de la
secuencia polipeptidica con el agua. Toda la informacidén necesaria para adquirir su
estructura tridimensional estd presente en la secuencia de aminodacidos por lo que,

algln dia, se podra predecir.

Dada la flexibilidad de los polipéptidos el nimero de conformaciones posible de una
proteina es enorme. Esto puede resultar paradéjico tal y como puso de manifiesto
Levinthal en 1968 [26]: si una proteina se pliega explorando al azar todas las
conformaciones posibles tardard mucho mas que la edad que tiene el Universo. Por
ejemplo: una proteina pequefia como la RNAsa A, que tiene 124 aminodcidos tiene
10°° conformaciones posibles. Si la molécula pudiese probar una configuracion cada
10" segundos, serian necesarios 10°° afios para probarlas todas. Sin embargo, se ha
comprobado in vitro que la RNAsa de pliega en aproximadamente 1 minuto. Como las
proteinas se pliegan muy deprisa (tipicamente en milisegundos o segundos) esta claro

gue no exploran todas las conformaciones al azar.

Las proteinas, al parecer forman su estructura como una secuencia de eventos
ordenados y secuenciales, llamados “rutas de plegamiento” (pathway). Las rutas de
plegamiento podrian interpretarse como la seleccion acumulativa, segin la cual los
intermediarios parcialmente correctos se retienen. Los sitios de iniciacion favorecen la
estabilizacién de estructuras mdas complejas. La naturaleza de estos eventos, o bien
estan restringidos a contactos nativos (definidos como contactos que se mantienen en

la estructura final) o bien pueden incluir interacciones no especificas.
Visidn clasica del plegamiento

Esta vision de las proteinas supone que todas las moléculas siguen el mismo camino
pasando en su caso por los mismos intermediarios y por el estado de transicion.
Durante mucho tiempo las dos teorias principales sobre cdmo se pliegan las proteinas
son el modelo “molten globule” o “hydrophobic collapse” (en funcidon de las
interacciones no especificas) y el modelo “framework” o “nucleation/condensation”
(basado en las sendas restrictivas solo para los contactos nativos). El modelo “folding
funnel” [27] combind los modelos “hydrophobic collapse” y “nucleation/

condensation”.

24 Prediccién de Mapas de Contactos de Proteinas Mediante Multiclasificadores



Introduccion

Los modelos de tipo armazon (framework) asumen que los procesos iniciales consisten
en la formacidn temprana de algunos de los elementos de estructura secundaria que
aparecen en el estado final. Estas regiones chocan y dan lugar a intermediarios que
terminan plegandose. El modelo del colapso hidréfobo, sin embargo, supone que el
primer suceso relevante es el colapso al azar del polipéptido para ocultar los residuos
hidréfobos. A partir del estado colapsado se va organizando el polipéptido y aparece la
estructura secundaria de los intermediarios y, finalmente, del estado nativo. También
se postulé un modelo (de puzle) que asumia que cada molécula seguia un camino

distinto.
Nueva vision del plegamiento

Los modelos clasicos secuenciales han sido cuestionados en los ultimos afios y se ha
propuesto una "nueva visién" del plegamiento en la que cada molécula se pliega por
una ruta distinta (como en el antiguo modelo de puzle). La razén de que el
plegamiento sea rapido es que las moléculas se mueven por un paisaje de energia en
forma de embudo de modo que las interacciones nativas que aparecen tienden a
conservarse y la proteina sigue plegadndose "cuesta abajo". En general las barreras de
energia entre conformaciones son bajas pero donde el embudo presenta rugosidades

aparecen intermediarios.
2.2.4.- Elementos conformacionales.

En muchas proteinas existen zonas con entidad estructural independiente, y a menudo
funciones bioquimicas especificas. La estructura cuaternaria deriva de la conjuncion de

varias cadenas peptidicas que conforman un nuevo ente con propiedades distintas.

Las proteinas se organizan en multiples unidades. Los dominios estructurales son
elementos de la estructura de las proteinas que se autoestabilizan y, frecuentemente,
estabilizan a los motivos conformacionales con independencia del resto de la
secuencia de la proteina. Los dominios suelen aparecer en una variedad de proteinas,
aungue muchos son Unicos y proceden de una Unica secuencia de un gen o una familia
génica. A menudo, son seleccionados evolutivamente por poseer una funcidn

prominente en la biologia de la proteina a que pertenecen.
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Un motivo puede referirse a una combinacion especifica de elementos estructurales
secundarios (ejemplo: hélice-beta-hélice o beta-giro-beta). Estos elementos son
llamados a menudo superestructuras secundarias. Los motivos conformacionales son,
entonces, un tipo de motivo de forma global, como los barriles-beta. Los motivos a
menudo incluyen giros de longitud variable en estructuras indeterminadas, y esto crea
la plasticidad necesaria para unir dos elementos en el espacio sin que estén

codificados por una secuencia de ADN inmediatamente adyacente en un gen.

Aunque en el Protein Data Bank existen mas de 105.000 estructuras, hay muchos
menos dominios, motivos estructurales y pliegues. Esto se debe, en gran medida, a la
evolucién. O sea, un dominio de una proteina puede ser trasladado de una a otra,
dando asi una nueva funcién a las proteinas. Esto hace que los dominios o motivos

estructurales puedan ser comunes a varias familias de proteinas.
2.3.- Prediccion de estructura de proteinas.

A pesar del avance en las técnicas experimentales para proporcionar modelos
aproximados de la estructura y la dinamica de las proteinas (cristalografia de rayos X o
resonancia magnética nuclear tridimensional), cada dia aumenta la diferencia entre el
numero de secuencias y el de estructuras conocidas. La Bioinformatica, la Biologia
Computacional, asi como otras disciplinas, han incursionado en la predicciéon de la
estructura de las proteinas. Los métodos de prediccién de estructuras tienen por
objetivo disminuir esta diferencia entre el nUmero de secuencias conocidas y el de

estructuras [28].

Sin embargo, la prediccion de la estructura terciaria de las proteinas se ha convertido
en uno de los grandes retos de la Bioinformatica. Este proceso implica predecir las
estructuras secundaria y terciaria de la proteina desde su estructura primaria. En la
actualidad, se ha convertido en uno de los principales objetivos de la bioinformatica y
de la quimica tedrica debido a su importancia en la medicina, para el disefio de

farmacos, y en la biotecnologia, para el disefio de nuevas enzimas.

La prediccién de la estructura a partir de la secuencia de aminodcidos ha resultado
dificil, fundamentalmente debido a las interacciones de largo alcance que estabilizan

las estructuras secundarias y terciarias. A esto se le une que una proteina tipica se
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compone de centenares de enlaces individuales y si se toma en cuenta la libertad de
rotacion de dichos enlaces, entonces una misma proteina podria adoptar un nimero

infinito de formas en el espacio.

El éxito de una prediccidon se determina por su comparacién con los resultados de
aplicar el algoritmo DSSP (método estandar para asignar una estructura secundaria a
los aminoacidos de una proteina dadas sus coordenadas atémicas de resolucion) a la
estructura cristalina de la proteina. Para acidos nucleicos, podria determinarse por el

patrén de puentes de hidrégeno.
Caracteristicas 1D, 2D y 3D de las secuencias.

Las caracteristicas 1D de una secuencia son aquellas que pueden ser representadas por
un solo valor asociado a cada aminodcido [29], [30]. Entre ellas se incluyen los valores
de caracteristicas fisico-quimicas de amino-dcidos, o las predicciones de estructura

secundaria.

Se han desarrollado algoritmos para la deteccion de patrones especificos bien
definidos tales como hélices transmembrana y hélices superenrolladas en las

proteinas, o estructuras de microARN en el ARN.

Las caracteristicas 2D de las proteinas, por otro lado, corresponden a la descripcidon de
los contactos entre los residuos de la proteina, ya sea a corta distancia o a larga
distancia. Donde, por contactos se entiende cualquier tipo de enlace entre residuos
(puente de hidrogeno, puente disulfuro). Los contactos a corta distancia estan
relacionados con el tipo de estructura secundaria. Los contactos a larga distancia, sin
embargo, dan informacién de la organizacion de los elementos de estructura
secundaria. La prediccidon de contactos, como herramienta para predecir la estructura

terciaria es un campo poco desarrollado adn.

Las caracteristicas 3D se refieren a la estructura terciaria de las proteinas. Actualmente
no existen métodos capaces de predecir la estructura 3D de una proteina a partir de su

secuencia.

Se supone que la estructura 3D de una proteina esta determinada Unicamente por la
especificidad de la secuencia. También es conocida la influencia que ejercen las

proteinas chaperonas en el plegamiento, y se sigue asumiendo que, generalmente, la

Prediccién de Mapas de Contactos de Proteinas Mediante Multiclasificadores 27



Introduccion

estructura final de la proteina es la que representa el minimo de energia libre. Por
estas razones se afirma que toda la informacién sobre la estructura nativa de una
proteina esta codificada en su secuencia, aunque es especifica del medio en solucién

en que se encuentre.

Una simplificacion del problema de prediccion de estructura 3D es su proyeccidén en
cadenas de asignaciones estructurales. Por ejemplo, se puede asignar estados de
estructura secundaria o solvatacion para cada residuo identificandolos con un simbolo.
De hecho, los mayores avances en bioinformatica de la ultima década se han alcanzado
en el campo de la prediccidén de estructura secundaria. Estos avances se han logrado al
combinar algoritmos matematicos complejos con la informacion evolutiva disponible

en las bases de datos.

Para intentar resolver el problema de la prediccidon de estructura de proteinas, se han

adoptado dos aproximaciones fundamentales (Figura 5):

1. La prediccidn basada en la secuencia: parten de la asuncién de que la informacion

necesaria para conocer la estructura tridimensional de una proteina esta en su

secuencia de aminoacidos.

e Ab initio: intenta resolver el problema analizando las propiedades fisico—
guimicas de los aminodacidos en la secuencia sin tener en cuenta ninguna de

las estructuras conocidas.

e De novo: incorporan el analisis de la informacidon evolutiva de las proteinas,
tomando en cuenta las secuencias conservadas y las mutaciones

correlacionadas.

2. El modelado por comparacion: intenta resolver el problema a partir de estructuras

conocidas. Esta aproximacion, a su vez, puede ser dividida en otras dos vertientes:

el modelado por homologia y el modelado por hilvanado.

e Homologia: cuando existe una proteina de secuencia parecida y estructura
conocida se puede construir un modelo realista basado en la estructura
conocida. Este método asume que la estructura estd mas conservada que la
secuencia, de modo que si la proteina que se quiere modelar presenta mas de

un 30% de identidad con una proteina de estructura conocida, ambas
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proteinas seran estructuralmente semejantes. La mayoria de los métodos
para la prediccion de la estructura secundaria de las proteinas comienzan con

el alineamiento de la secuencia que se pretende modelar.

e Hilvanado (threading): Cuando no existe ninguna proteina de secuencia

parecida en que inspirarse se recurre al modelado por hilvanado o
reconocimiento del plegamiento que consiste en plegar la proteina de todas
las maneras empleadas por proteinas conocidas y calcular en cual de ellas la

energia es menor.

Técnicas de

prediccién de
estructura

Basadas en la
secuencia

Modelado por
comparacion

Ab initio De novo Homologia Threading

Figura5. Taxonomia de técnicas de prediccién de estructura de proteinas.

2.3.1.- Ab initio.

Estos métodos parten de la asuncién de que la informacién necesaria para conocer la
estructura tridimensional de una proteina esta en su secuencia de aminodacidos. Se
toma la estructura nativa de la proteina como la conformacion que se corresponde al
minimo global de una funcidn potencial, que “representa” a la proteina. Para optimizar
esta funcién se emplean distintos métodos de busqueda en el espacio conformacional.
Entre ellos se encuentran simulaciones Monte Carlo, algoritmos de mecdnica
molecular combinados con dindmica molecular o bases de datos de elementos de

estructura secundaria estandar [31].

Un sistema de prediccion de estructura de proteinas ab initio, usualmente esta
compuesto por dos elementos: un algoritmo para buscar en el espacio de posibles
configuraciones de la proteina para minimizar alguna funcién de costo; y la funcién de

costo. Esta funcion esta compuesta por varias restricciones derivadas de leyes fisicas,
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caracteristicas estructurales (por ejemplo: estructura secundaria, accesibilidad, mapas
de contacto entre residuos). La prediccion puede realizarse mediante maquinas de
aprendizaje o cualquier otro tipo de sistema estadistico, o empleando posibles

restricciones obtenidas experimentalmente.

Estos métodos son costosos computacionalmente y su eficiencia disminuye con el
tamafio de la proteina (no confiables para péptidos de mdas de 150 aminoacidos). La
principal ventaja que tienen es que es posible modelar proteinas que corresponden a
plegamientos no conocidos debido a que sélo se necesita la secuencia como

informacién de partida [11], [13], [32]-[35].

Por lo general, las técnicas ab initio, no son mas efectivas que las basadas en modelos,
pero su disefio es mucho mas simple. Multiples investigaciones estan enfocadas a los
mapas de contacto binarios. Lo cual se debe a que los mapas de contacto binarios
proveen informacidn suficiente para la posterior reconstruccion. La razén fundamental
es que si los mapas de contacto son equivalentes a la estructura de la proteina,
entonces la prediccién de mapas de contacto es equivalente a la prediccién de
estructura. No obstante, la calidad de la prediccién basada en mapas de contacto no

logra los niveles de efectividad deseados [33].
2.3.2.- De novo.

El empleo de la informacidn contenida en cada residuo que conforma la cadena, para
realizar la prediccidon de la estructura secundaria de la proteina, es una de las técnicas
propuestas [36]. Donde una buena prediccién de un residuo seria la asignacion
correcta de su estructura, pero no en dependencia de uno o varios residuos sino de
todos los residuos que conforman la proteina. Este, es un método cuya
implementacién presupone un bajo costo computacional que tiene como mérito
fundamental el tomar en cuenta las interacciones intermedias en la cadena. Sin
embargo, la efectividad del método depende de la optimizacidn de sus variables, las
cuales pueden tomar multiples valores en dependencia del residuo al que se predice

su estructura.

Una técnica que se ha generalizado es la alineacién de secuencias homdlogas. Para

realizar la prediccidn de estructura secundaria y sitios activos se emplea la informacién
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disponible en la familia de secuencias homodlogas [37]. Esta aproximacion esta basada
en la informacion contenida en cada residuo [36], para residuos alineados, y en la
observacion de que las inserciones y la gran variabilidad de las secuencias tienden a

ocurrir en regiones cerradas entre estructuras secundarias.

Esta técnica, primeramente, alinea todas las secuencias. Un método estdndar para
alinear dos proteinas es la programacién dindmica, que consiste en una matriz de
similitudes (identidad, propiedades quimicas, etc.) [14], [38], entre pares de
aminodcidos donde el algoritmo establece una alineacién incluyendo inserciones que
tiendan a un mejor puntaje. Posteriormente, se evalla la extensidn de las secuencias
conservadas para cada posicion obtenida. Este valor modifica el resultado del método

de prediccién de Garnier [39] intentando lograr mejoras.

Ademas de la conservacién de secuencias y de la prediccién de la estructura
secundaria, pueden localizarse varias regiones activas de las enzimas o residuos
funcionalmente importantes (FIR, por sus siglas en inglés). Esto incluye residuos
directamente involucrados en la catdlisis. Los FIRs pueden estar formados por uno o
mas residuos secuenciales y que frecuentemente se mantienen invariables para
familias de enzimas. La identificacidn de estos FIRs puede ser empleada para localizar

determinados residuos para mutagénesis especificas.

El principal mérito de esta técnica es la capacidad de extraccién de informacién de la
alineacién de las secuencias homdlogas. Lo cual, a su vez, representa una desventaja
porque su efectividad estaria en dependencia directa del método de alineacién de

secuencias empleado.

En la practica, las técnicas basadas en la secuencia no se emplean para deducir la
estructura de una proteina completa, sino como apoyo a otras técnicas mas potentes y
gue consiguen mas éxitos. Este conjunto de técnicas constituyen el segundo grupo de

métodos de prediccién, el modelado por homologia.
2.3.3.- Homologia.

Parte de la idea de que todas las parejas de proteinas que presentan una identidad de
secuencia mayor al 30% tienen estructura tridimensional similar. Tomando en cuenta

esto, se puede construir el modelo tridimensional de una proteina de estructura
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desconocida, si se parte de la semejanza de la secuencia con proteinas de estructura

ya conocidas [13], [37], [40]-[42].
Las etapas del proceso para el modelado por homologia (Figura 6), son esencialmente:

e |dentificacion de plantillas. Se identifican estructuras conocidas que estén

relacionadas con la secuencia diana. Para ello se emplean métodos de

comparacion de secuencias como FASTA, BLAST o PSI-BLAST.

e Alineamiento. Se alinea la proteina objetivo con las plantillas encontradas. Es la
etapa mas importante y sensible, debido a que la construcciéon del modelo
depende del alineamiento realizado. En este paso se emplean programas tipicos

de alineamiento de secuencias como CLUSTAL.

e Construccién del modelo. Existen varias aproximaciones para construir las

coordenadas espaciales de la secuencia diana desde el alineamiento realizado.

7
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Figura 6. Algoritmo de la prediccion de estructuras por homologia.
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e Evaluacién del modelo. La informacidon que se puede obtener del modelo depende

de su calidad, de modo que es importante poder evaluarla. Entre las pruebas
existentes que se pueden realizar sobre un modelo se incluyen comprobaciones

estéricas, quimicas, representaciones de Ramachandran’, etc.

Se estima que el modelado por homologia sélo es aplicable a un tercio de todas las

secuencias proteicas.
2.3.4.- Threading (Hilvanado).

Cuando la similitud entre la secuencia objetivo y la plantilla es demasiado baja no es
posible realizar un buen alineamiento y no se puede aplicar con éxito el modelado por
homologia. En estos casos aun podemos obtener informacion estructural de la

proteina empleando técnicas de threading [28], [40], [43], [44].

Este método consiste en colocar la secuencia objetivo en diferentes plegamientos
conocidos y evaluar como se “encuentra de bien” o cdmo encaja en cada uno de ellos.
Para este fin, por “encajar” se entienden cosas diferentes segun el tipo de threading:
coincidencia de estructura secundaria, residuos en ambientes parecidos a como se

encuentran en la base de datos, etc.
2.5.- Los mapas de contactos interresiduales de proteinas.

Los mapas de contacto interresiduales son una importante representacién
bidimensional de la estructura espacial de las proteinas y tienen potencial aplicacion

en el area del entendimiento de los mecanismos de pliegue de las proteinas [45]—[47].
2.5.1.- Principios tedricos.

Los mapas de contacto son un paso critico en la prediccién de estructura de proteinas
(problema no resuelto), razén por la cual se presta mucha atencién en la prediccién de
mapas de contacto. Los mapas de contactos constituyen una “huella dactilar” de las
proteinas, debido a que a partir de estos pueden identificarse algunos atributos de su
conformacidon como estructura secundaria, topologia de pliegues, entre otros [48]

(Figura 7).

! Gréfico donde se pueden visualizar todas las combinaciones posibles de angulos diédricos W (psi)
contra @ (phi) en los aminoacidos de un polipéptido, y que contribuyen a la conformacién de la
estructura de las proteinas.
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I Heélices a

Laminas 3

Figura 7. Representacién del mapa de contacto de la proteina.

Esta informacién contribuye a entender cdmo se organizan los residuos en el espacio y
a descifrar los procedimientos de pliegue de las proteinas [4], [5]. De igual manera, la
informacién del mapa de contacto se emplea en la prediccion de estructuras

desconocidas y funciones de las proteinas [51].

En los ultimos 30 afos, se han desarrollado mdultiples métodos destinados a la
prediccién de mapas de contacto, tales como aproximaciones estadisticas basadas en
las mutaciones correlacionadas [29], métodos basados en algoritmos de aprendizaje

[9, 10] y aproximacién basada en la clasificacidon de residuos [54]

Sin embargo, los resultados de las predicciones aun son insatisfactorios, debido a la
naturaleza no balanceada de los mapas de contacto entre residuos, asi como la

limitada formulacion de reglas de los diferentes métodos.
2.5.2.- Representacion.

Existen tres tipos de representaciones diferentes de los mapas de contacto: los mapas
de contactos basados en distancias o mapas de distancias, los mapas de contacto
binarios y los mapas de contactos difusos. Cada uno de ellos aporta informaciones

diferentes acerca de la estructura de la proteina.
Mapas de distancia.

En este tipo de representacidon de la estructura tridimensional de una proteina, se
emplea una matriz simétrica, cuadrada de valores reales (Figura 8), que muestran las

distancias entre todos los residuos que componen la proteina [33], [55].
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Figura8. Representacién de los mapas de contacto basados en distancias.
Mapa de distancias deseado (triangular superior) y predicho (triangular inferior). La
representacion de las distancias se realizd empleando 20 tonos de discretizacion de los
colores rojo (distancias pequefias), al azul (distancias grandes).

La distancia puede medirse entre los atomos Ca-Ca [12, 13], entre atomos CB-CB o
tomarse la minima distancia entre atomos pertenecientes a la cadena, o nucleo del par

de residuos [3, 4].

Como medida de distancia espacial entre los centros geométricos de los residuos, se

emplea la distancia Euclidea (1):

—_  —

r —r
i i

o) e my ) - 1)

(1)

El empleo de este tipo de representacién, combinado con un adecuado esquema de
discretizacidn del color, permite crear una idea mas clara de la interaccién entre los
residuos de la proteina (cuestion importante, debido que puede ayudar en la

reconstruccién de la estructura 3D de la proteina).
Mapas de contacto binarios.

Los mapas de contacto binarios son una representacion compacta de la estructura
tridimensional de una proteina en una matriz simétrica, cuadrada y booleana que
muestra los contactos entre residuos (Figura 9) [57], [58]. Dos aminodcidos de una
proteina se contactan entre si formando una interaccion no covalente (uniones de
hidrogeno, efecto hidrofébico, etc.). Normalmente, se dice que dos aminodacidos
entraron en contacto, cuando se encuentran a al menos algun valor de umbral. El valor

de umbral mas comdn es 8 Angstrom (1 A=1x10""m =0,1 nm).
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Figura 9. Representacidn de los mapas de contacto binarios.
Mapa de contacto deseado (triangular superior) y predicho (triangular inferior) de la proteina
1flel, a un umbral de 8 angstrom.

Dada una secuencia de proteina con N aminodcidos, S = {ry, r, r3,..., rn}, dos residuos r;
y rj donde (0 < i, j < N) se consideran contactos si la distancia espacial entre ellos es

menor que un umbral C,.

El mapa de contacto de una proteina de longitud N puede representarse mediante una

matriz cuadrada, de N x N donde sus elementos se definen como (2 6 3):

[1 contacto entre los residuos 1y ]
c =
! | 0 en otro caso 2)
[1siD, , <C,
c, = (3)

LO en otro caso

Donde C; es el umbral y D(r;, r;) la distancia entre los pares de residuos (r;, r;).

Esta es una representacién evidentemente redundante, debido a que sélo se requieren
N(N — 1)/2 grados de libertad en lugar de N°. Sin embargo, este tipo de representacion
sigue siendo importante, debido a que la redundancia puede ayudar en la

reconstruccién de la estructura tridimensional (3D) de la proteina [48].

Seleccion del umbral adecuado.

La seleccién del valor de umbral, en Angstrom (A), es un factor muy importante sobre
el cual existen diferencias de criterios y que definen el nUmero de contactos que se
tendrian en cuenta. El menor umbral propuesto es 4.5 A, con el objetivo de garantizar

gue no sea ni el tercer residuo ni una molécula de agua entre dos aminoacidos. A esta
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propuesta se le agrega el no tener en cuenta los contactos entre residuos cuya
separacion en la secuencia sea menor de 4 residuos, lo cual evita la apariciéon de

pequeiios contactos falsos dados por la cercania entre los residuos [59].

Se han realizado multiples estudios relacionados con la seleccion del umbral adecuado,
en la mayoria de los casos coinciden en que se encuentra entre 5, 6, 7, 8 y 12 A [23],
[60]-[62]. Ademas, se propone el empleo de una separacién < 7 residuos, con el
objetivo de prever el efecto de aprendizaje de contactos locales vy, particularmente,

para polarizar las predicciones de los contactos en las inversiones y las hélices [48].
Mapas de contacto difusos.

Los mapas de contacto difusos fueron introducidos con la intencién de tomar en
cuenta el error potencial de medicidn en las coordenadas de los a&tomos y resaltar las

caracteristicas que aparecen a diferentes valores de umbral [63].

La definicion formal de un contacto difuso esta dada por la ecuacion (4):

(4)

Donde, u() es una definicidn particular del contacto difuso, [i.i] es la distancia
Euclidiana entre los residuos i, j y C; es el umbral. La Figura 10 muestra definiciones
alternativas para los contactos. Cada panel en la figura es un mapa de contacto difuso

donde los puntos aparecen para cada par de residuos donde F;> 0.

Los mapas de contacto se pueden generalizar eliminando las restricciones (en el
modelo original) de tener un solo umbral R, como distancia de referencia. La definicion

formal de Contacto Difuso General (GFC) estaria dada por (5):

Foyo= ma {y (019 ) a0 309 )) (5)
Con el mapa de contacto C definido como (6):
Crxrz(,_-i/j) . OSi,er (6)

Esto significa que pueden existir hasta n umbrales diferentes y n interpretaciones

semanticas diferentes de “contacto” que pueden emplearse para definir el mapa de
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contacto r x r siendo r el nimero de residuos en la proteina. Donde las funciones de

pertenencia u; y U, se definen para patrones cortos y largos.

(c) {d)

Figura 10. Ejemplos de mapas de contacto difusos.
(a) Modelo estandar. (b) Generalizacidn difusa simple. (c) Otra generalizacion. (d) Mapa de
contacto difuso de 2 umbrales y 2 pertenencias.

La Figura 10 muestra varios tipos de mapas de contactos difusos. Desde el punto de
vista de la implementacidn, la parte superior del tridngulo del mapa de contacto
contiene los valores F;j- [0, 1], mientras que la parte inferior contiene el indice de la
funcién de pertenencia donde se encuentra el maximo de la funcién (6). Para este caso
los valores que tomaria el mapa serian 0 para los no contactos, 1 para los contactos

cortos y 2 para los contactos largos.
2.5.3.- Codificacion.

Para realizar el proceso de entrenamiento del predictor, es necesario determinar el
método adecuado de codificacién de la informacidn contenida en el mapa de contacto.
Esta codificacion esta en funcion propiamente de dicha informacién y del predictor

que se implemente.
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Basada en la frecuencia de ocurrencia de los contactos.

Uno de los métodos mas empleados para la codificacion de los mapas de contactos es
el empleo de la frecuencia de ocurrencia de los contactos en la base de datos de
proteinas como funcién de la separacién de los residuos en la secuencia (Figura 11) [4,

15].

sequence  aligmment of 5 Sequences

Coding for residue in position i and j

Single sequence lll.u ll.ll 0.0 .. 0.0 0.0 .. . ll.ll!

A AC WD RE ... CC O ... e XY
@mtipleseqlmu .210.0{0.6{0.0 .. 0.0/0.2|.. .. B.lll
Ak AC @ XE ... CC @ ... P s

Figura 11. Representacidn de los cddigos basados en las parejas ordenadas
(A) representacidn de secuencias previamente alineadas. (B) codificacidn simple, se asigna
el valor 1 al par correspondiente a los residuos i y j, al resto de los pares se le asigna el
valor 0. (C) codificacidon de multiples secuencias, toma en cuenta la frecuencia de aparicion
de cada par de aminodcidos en las posiciones i y j de las secuencias alineadas, al resto de
los pares se le asigna el valor 0.

Este método consiste en representar los cddigos basados en las parejas ordenadas. En
la Figura 11.A, se representa una alineacidn de cinco secuencias (hidrofébicas) en un
fichero HSSP [50]. Donde iy j son indices de la posicidn de los dos residuos hagan o no

contacto (A 'y D en la secuencia inicial o secuencia 1).

La codificacion mas comun es la “simple” (Figura 11.B). Donde la posicion que
representa las parejas (AD) en el vector estd a 1, mientras el resto de las posiciones
estdn en 0. Otro modo de realizar la codificacion es mediante el empleo de multiples
secuencias (Figura 11.C). En este caso, para cada secuencia en la alineacién (1a 5en la
Figura 11.A) se cuenta una pareja de residuos en posicion i y j. El cédigo final de
entrada representa la frecuencia de cada pareja en la alineacidén, el cual se normaliza

para el nimero de secuencias.
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Basada en conservacion y mutaciones correlacionadas.

Esta, es un tipo de codificacion mas compleja, en la cual se tienen en cuenta las
caracteristicas quimicas que tienen algunas posiciones, con el objetivo de mantener su
funcién y ajustes necesarios para mantener la proteina estable ante la tendencia a

mutar.

Para incluir la conservacidon de las secuencias en la codificacion, se toma en cuenta la
variabilidad de la secuencia. Haciendo cero la variabilidad cuando las posiciones en
multiples secuencias alineadas se mantienen conservadas completamente (invariables)
e incrementandose proporcionalmente con el nimero de cambios en los aminoacidos

en dicha posicion.

Mientras que las mutaciones correlacionadas son calculadas como un vector de
distancias empleado para codificar cada posicién en el alineamiento (Figura 12). El
vector de la posicion especifica, contiene todas las distancias residuo — residuo entre
todos los pares posibles de las secuencias en dicha posicién. El valor de correlaciéon
entre cada par de posiciones en la alineacidn es calculado como la correlacién de dos
arreglos para cada par de residuos posibles. Los elementos correspondientes en los
arreglos contienen las distancias entre las mismas dos secuencias en las dos posiciones

bajo comparacioén.

j-1 j j+1  conservacion

conservacién WT_IV
N | 1

. | 2

i-1 .

s

i+ t .‘

A
Mutaciones correlacionadas
Mapade -
contacto
Ls
12... Ls
Figura 12. Conservacion y Mutaciones correlacionadas.
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La matriz de puntuacion define las distancias entre los residuos. Las posiciones con un
porcentaje de diferencia 2 10% son puestas a un valor de correlacion de =1 y las

posiciones conservadas son puestas al valor de correlacién 0.
Codificacion binaria.

Estrategia de codificacion binaria, empleando 19 bits, que integra las caracteristicas de
los pares formados: clasificacidon de los residuos, estructura secundaria, longitud de la
secuencia e informacién sobre la separacién en la secuencia [61]. Disefiada con vista a
su empleo en algoritmos genéticos (Figura 13), con esta codificacién se busca un
esquema capaz de capturar las reglas de mapeo de los pares de residuos, derivadas de

la secuencia primaria, para la conformacion de los contactos [16, 17, 21].

(0] [ T [ [ [ Jols] [ [s5]6] [4]3[2]1[0]
~ - S R N —
A A ) )
Pares posibles: Clasif. residuos: Separacion en la secuencia:
00 <= (0, 5)
00000001 <= Ala — Ala 0000 <= Np - Np _
00000010 <= Ala — Cys 0001 <=Np-P 10 <= (6, 14)
00000011 <= Ala — Asp 0010 <=Np - A 11 <= (14, ) _
00000100 <= Ala — Glu 0011 <=Np - B r Longitud de la secuencia:
00000101 <= Ala — Phe 0100<=P-P 00 <=Ls < 100
00000110 <= Ala — Gly 0101<=P-A | 01<=100<Ls<200
10 <= 200 < Ls < 300
0110<=P-B L 11 <=1Ls>400
00010100 <= Ala— Tpy 0111 <= A—A ¢ Estructura secundaria:
000<=0-a
1000<=A-B 00l <=a-p
11010010 <= Tpy - Tpy 1001 <=B-B 010<=B-p
011 <= o - Coil
100 <= B - Coil
| 101 <= Coil - Coil

Figura 13. Codificacidn binaria, empleando 19 bits.
En la columna de clasificacién: Np (no polar); P (polar); A (acido); B (base). En la columna de
separacion en la secuencia se adopta la definicién de Park y colaboradores en el 2001 [51],
donde las interacciones entre residuos son agrupadas en largas (mayores o iguales a 14), las
medias entre (6, 13) y las pequefias (1, 5).

Para cada par de residuos (r;, rj) de la secuencia, son adoptados cinco grupos de
atributos para formular las relaciones entre la secuencia primaria y el mapa de
contacto, con el propdsito de capturar diferentes aspectos de los aminoacidos vy las
posiciones en la secuencia. Estos atributos incluyen posibles parejas de residuos,
clasificacién quimica, estructura secundaria, longitud de los residuos y la separacion en

la secuencia.
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Capitulo 3

Fundamentacion sobre multi-
clasificadores

El reconocimiento de patrones es la ciencia que se ocupa de los procesos sobre
ingenieria, computacidon y matematicas relacionados con objetos fisicos o abstractos,
con el propdsito de extraer informacion que permita establecer propiedades entre
conjuntos de objetos. Uno de los principales objetivos del reconocimiento de patrones
es la clasificacion, donde se quiere clasificar un objeto dependiendo de sus
caracteristicas. Una forma de abordar el problema de la clasificacion es la utilizacién de

multiclasificadores [65].
3.1.- Introduccién

Un multiclasificador es un conjunto de clasificadores, conocidos como clasificadores
base. Estos combinan sus predicciones siguiendo un determinado esquema, con el fin
de obtener una prediccion mas fiable que la que normalmente serian capaces de

obtener en solitario.

La combinacién de clasificadores ha sido abordada en la literatura a través de distintos
términos, entre ellos: ensamblados (ensembles) [66], [67]; modelos multiples (multiple
models) [68], [69]; sistemas de multiples clasificadores (multiple classifier systems)
[70]; combinacién de clasificadores (combining classifiers) [71]; integracién de
clasificadores (integration of classifiers) [72]; mezcla de expertos (mixture of experts)
[73], [74]; comité de decision (decision committee) [75]; comité de expertos
(committee of experts); fusiéon de clasificadores (classifier fusion) [76], [77] y

aprendizaje multimodelo (multimodel learning).
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Existen tres razones fundamentales que justifican el uso de un esquema de

combinacion de clasificadores, en lugar un Unico clasificador:

1. Estadistica: elegir y usar un unico clasificador entre varios es arriesgado, aun

cuando el error de entrenamiento de ese clasificador sea cero, debido a que no
se conoce la respuesta que va a tener frente a datos desconocidos. En ese
sentido, combinar varios clasificadores no es mejor que quedarse con el mejor
clasificador posible, pero reduce el riesgo de tomar uno que esté lejos de serlo

(Figura 14).

Espacio de
Clasificadores

Buenos
clasificadores

Figura 14. Razon estadistica. El espacio de busqueda de los clasificadores D1, D2, D3 y D4
permiten encontrar la solucidn que devolveria el clasificador ideal D*.

Computacional: los algoritmos de entrenamiento de muchos clasificadores

dependen de algin elemento que los hace llegar a un minimo local del espacio
de posibles clasificadores para un conjunto de datos dado. La combinacién de

varios clasificadores puede atenuar este efecto (Figura 15).

Figura 15. Razon computacional. D* es el clasificador ideal y las lineas discontinuas son las
trayectorias.

Representacién del problema: se basa en las limitaciones de los clasificadores

para lograr un modelo que represente adecuadamente un determinado

problema. Por ejemplo, en problemas no separables linealmente, no debe
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emplearse un modelo lineal, sin embargo, es posible que la combinacién de
varios clasificadores lineales puedan lograr una aproximacién que se adapte

mejor al problema (Figura 16).

Espacio de
Clasificadores

Figura 16. Representacion del problema. D* es el clasificador ideal y la zona circulada es el
espacio de busqueda de los clasificadores seleccionados.

3.2.- Construccion de multiclasificadores

La arquitectura de un multiclasificador depende del esquema que se emplee al
combinar los clasificadores base para garantizar una toma de decisién. La combinacion
puede ser por eliminacién de hipétesis (decisiones dependientes), con independencia
entre ellos o a través de la cooperacion de clasificadores (cada uno soluciona un
problema) [78], [79]. Teniendo en cuenta esto, los multiclasificadores pueden adoptar
distintas arquitecturas: en serie (secuencial o vertical), paralela (horizontal), e hibrida

(mezcla de la arquitectura serie con la paralela, con interaccidn, etc.).
Arquitectura serie

En el modelo secuencial o vertical la informacién resultante de un clasificador se
convierte en informacion de entrada para otro. La Figura 17 muestra los esquemas de
este modelo. Los niveles de decision sucesivos permiten reducir progresivamente el
numero de clases posibles. Un unico clasificador por nivel tiene en cuenta la respuesta
proporcionada por el clasificador colocado anteriormente y debe tratar los rechazos y
confirmar la decisién obtenida en el eslabdn anterior. Con este objetivo existen los

enfoques de reduccidn del conjunto de clases y el de re-evaluacién.
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OB B
8 5 f D

Figura 17. Arquitectura serie. (A) enfoque de reduccidn del conjunto de clases (B) enfoque de
reevaluacion.

En el enfoque de reduccién del conjunto de clases (Figura 17.A), el clasificador
primario en la configuracién genera una lista de posibilidades que constituye un
subconjunto del nimero total de clases. El resto de los clasificadores se limitan a
analizar el subconjunto de clases generado por el clasificador anterior. Esta
arquitectura estd acompaiiada de un filtrado progresivo de las decisiones destinada a

la reduccion de la ambigliedad.

En el enfoque donde se emplea la re-evaluacion (Figura 17.B), cada clasificador realiza
la busqueda de una solucién en todo el dominio de clases. En lugar de indicar la clase a
qgue los datos pertenecen, genera un valor de confianza que se corresponde al
indicador de decisidon. Este proceso se repite sucesivamente hasta que uno de los
clasificadores encuentre un valor de confianza suficientemente alto o el clasificador

final emita su decision.

En sentido general, la arquitectura serie es altamente sensible al orden en el cual se
colocan los clasificadores, por lo que se debe tener un conocimiento a priori del
comportamiento de cada uno de los clasificadores. De manera general, es dificil de

optimizar el conjunto ya que existe dependencia.
Arquitectura paralela

La arquitectura paralela es un esquema muy facil de aplicar (todo lo contrario a la
arquitectura serie). Los clasificadores operan independientemente unos de otros las
respuestas de cada uno se fusionan en busca de un consenso entre los clasificadores
para llegar a una Unica decisiéon (Figura 18). Estos, no requieren de una

reparametrizacion en caso de que existan modificaciones en el conjunto. La desventaja
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de esta arquitectura radica en que la activacién de todos los clasificadores conlleva a

un elevado costo computacional.

Figura 18. Arquitectura horizontal o paralela.

Arquitectura hibrida

La arquitectura hibrida busca combinar las ventajas de las arquitecturas anteriores
(serie y paralela). Esta, reduce el conjunto de las clases posibles y lograr un consenso

entre los clasificadores (Figura 19).

4>~
(B)
Figura 19. Esquemas de arquitecturas hibridas. (A) serie — paralela (B) paralela con serie incluida.
Tedricamente, esta arquitectura debe lograr mejor provecho de cada uno de los

clasificadores utilizados. En la actualidad existen multiples esquemas de combinacién

para extraer lo mejor de los datos. En el esquema que se propone en la Figura 19.A, los
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datos deben tratarse de forma dependiente y resulta ain mas complejo de optimizar

que el esquema de la Figura 19.B o en la arquitectura serie.

Niveles de actuacion para crear multiclasificadores

Segln Kuncheva [65], existen cuatro niveles de actuacién en la construccion de

multiclasificadores (Figura 20):

1. Nivel de combinacion: a este nivel existen distintos modos de combinacion de

las predicciones individuales de los clasificadores base.

Existen dos estrategias fundamentales para la combinacién de clasificadores: la
seleccion y la fusidn. En la fusion de clasificadores, se supone que cada
miembro del ensamblado tiene conocimiento de todo el espacio de
caracteristicas. En la seleccién de clasificadores, se supone que cada miembro
del ensamblado conoce sélo una parte del espacio de caracteristicas y es

responsable de los objetos en ese espacio.

Seleccidn: ésta es, probablemente, la mejor de las dos estrategias, sin embargo,

no es la estrategia mas empleada en la actualidad.

Fusidon: se establecen estrategias que permitan que las salidas de cada
clasificador se puedan fusionar en una sola para el conjunto. Aunque las salidas
de los clasificadores individuales asi como la del conjunto pueden tomar
diferentes formas, la filosofia de la mayoria de las técnicas se puede aplicar a
cualquiera de ellos, siempre atendiendo a las ventajas y desventajas del empleo

de cada una (Tabla 3). Algunos de estos métodos son:
e Meétodos de nivel abstracto (Abstract-level methods)
o Voto mayoritario simple.
o Voto mayoritario por peso.
o Reglas basadas en el enfoque de Bayes.
e Métodos de nivel de rango (Rank level methods)
o Meétodo de la cuenta de Borda.

o Método de la cuenta de Borda por peso.
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e Meétodos de nivel de medidas

o Reglas de promedio simple, el producto y otros operadores estadisticos.

o Operadores pesados.

Tabla 3. Comparacidn entre los diferentes grupos de métodos de fusion.

Métodos Ventajas Desventajas

Nivel e Puede ser aplicado siempre. e Demanda alta calidad y cantidad
abstracto de datos.

Nivel de o
rango

Es conveniente en problemas
con muchas clases, donde la
clase correcta puede aparecer a
menudo cerca de la lista
superior.

Puede ser preferido a las salidas
para evitar la carencia de la
consistencia al usar diversos
clasificadores.

Puede ser preferido a las salidas
para simplificar el disefio de
combinacién.

No estan soportados sobre una
base tedrica.

Los resultados dependen en la
escala de los numeros asignados
a las diferentes opciones.

Nivel de

medidas

Puede explotar una cantidad de
informacién mas alta con
respecto a los otros métodos de
fusion.

Los combinadores complejos
pueden ser disefiados y
requeridos con frecuencia por
clasificadores que exhiben
diferentes funcionamientos y
correlaciones complejas.

Se requiere normalizacién de las
salidas de los clasificadores
utilizan si se diferentes
clasificadores.

Es necesario con frecuencia
conjuntos de datos de gran
tamarfio y buena calidad

2. Nivel de clasificadores base: seleccidén del tipo de clasificadores base que se van

a utilizar.

3. Nivel de las caracteristicas: es posible obtener distintos clasificadores base

quitando, afiadiendo y/o modificando las caracteristicas del conjunto de datos.

Empleando distintos subconjuntos de caracteristicas para cada clasificador

base, aun cuando éstos sean del mismo tipo.
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4. Nivel del conjunto de datos: lograr, mediante algun criterio, que los conjuntos

de datos de cada clasificador base sean diferentes, aun cuando los

clasificadores base sean del mismo tipo.

f(A1,A2,S’) A. Combinacién

_—

Codificacion C. Seleccion de
T rasgos
Set de datos D. Seleccion de
datos
Figura 20. Modelo general de actuacién para la creacion de multiclasificadores.

Una cualidad que, idealmente, deberian presentar los clasificadores base de un
multiclasificador es la diversidad. Y es en virtud de la cual, las predicciones de los
mismos tienden a ser distintas. Construir un multiclasificador exitoso requiere que sus
clasificadores base acierten en la mayoria de sus predicciones, pero que cuando se
equivoquen cada uno lo haga en distintas instancias; de lo contrario la ventaja de tener

varios clasificadores colaborando, frente a uno solo, no existiria.
Los multiclasificadores pueden ser catalogados atendiendo a estas tres perspectivas:

1. Fusion contra seleccion: se refiere al método de combinacion de los resultados

de los clasificadores base.

2. Optimizacion de la decision contra optimizacion de la cobertura. Los métodos

con optimizacién de la decisidn se centran en cobmo combinar la decisidon de los
clasificadores base. Mientras que los de optimizacion de la cobertura,
asumiendo cualquier técnica de combinacion, se centran en cdmo entrenar a

los clasificadores base para lograr la diversidad.

3. Entrenables contra no entrenables: se refiere a si el multiclasificador sigue un

esquema fijo de combinacién o si es necesario un entrenamiento extra en la

etapa de combinacion.
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Los multiclasificadores pueden ser catalogados desde estas tres perspectivas. Sin
embargo, ninguna de las tres categorias por separadas establece una frontera clara

gue permita incluir a todo multiclasificador a un lado u otro de la misma.
3.3.- Algoritmos clasicos

Existen varios métodos propuestos para la construccién de multiclasificadores. Estos,
podrian agruparse en aquellos que utilizan un Unico algoritmo de construccién de
clasificadores base y en aquellos que combinan varios algoritmos de construccion de

clasificadores para crear un unico clasificador final.

En el primer grupo se encuentran: Bagging, Random Forests, Random Subspaces y
Boosting. Estos métodos logran la diversidad variando los datos de entrenamiento que
procesan, ya sean instancias o atributos. En el segundo grupo se encuentran:
Cascading, Stacking y Grading. Estos métodos, los datos que se procesan incluyen la

informacion de salida del nivel anterior.

Bagging [80]: construye N clasificadores base, empleando el mismo algoritmo, pero
con distintos conjuntos de entrenamiento. Estos conjuntos se obtienen mediante
remuestreo con reemplazo (bootstrap) de un determinado porcentaje de instancias del

conjunto de entrenamiento original (por lo general se emplea el 100%).

Al elegir correctamente un buen clasificador base de Bagging es preferible que sea
sensible a las pequefias variaciones que introduce el remuestreo en el conjunto de
entrenamiento (clasificadores inestables). El resultado final del multiclasificador es la

clase de mas votos a partir de las predicciones de sus clasificadores base.

Random Forests [81], [82]: engloba cualquier multiclasificador basado en arboles, en el
gue se varia algun parametro de cada arbol de forma aleatoria. Breiman describe dos
implementaciones de este multiclasificador que son variantes de Bagging que emplean
arboles sin podar: Forest-Rl (se ramifica a partir de subconjunto de atributos del
conjunto inicial) y Forest-RC (construye nuevas caracteristicas en cada uno de los
arboles, como combinacién lineal de los atributos del conjunto inicial). En ambos casos

se emplea el remuestreo aleatorio y la prediccidn por medio de voto mayoritario.

Como caracteristica distintiva, cada clasificador base mantiene la diversidad que le

viene dada por el remuestreo con reemplazo, la cual aumenta teniendo en cuenta que
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en cada nodo varia de forma aleatoria los atributos a considerar. Y, al no estar
podados, mantiene la inestabilidad necesaria para los algoritmos. Este clasificador es

robusto al ruido y altamente paralelizable.

Random Subspace [83]: construye cada clasificador base empleando un subconjunto
aleatorio del total de todos los rasgos del conjunto de entrenamiento inicial. El nimero
de atributos para cada clasificador base siempre es el mismo y debe ser el 50%
aproximadamente. La clasificacion se obtiene promediando las respuestas de los

clasificadores base.

Boosting [84]: construye iterativamente los clasificadores base, de manera que en
cada iteracion se proporcione mds importancia a las instancias que han sido mal
clasificadas hasta el momento. El resultado final de la clasificacidn se realiza a través
de la ponderacion del voto de los clasificadores base, asignando mayor peso a los que

mayor tasa de acierto tienen.

Dentro de los algoritmos adaptativos de la familia Boosting, dos de los mas empleados

son el AdaBoost (AdaBoostM1 y AdaBoostM?2) [85] y el MultiBoosting [86].

Cascading [87]: tiene una arquitectura generalmente de dos niveles. El primer nivel se
entrena con el conjunto de datos original. El segundo, con un conjunto de datos
aumentado, que contiene al conjunto original mas la salida del primer nivel de
clasificacién. La salida de este primer nivel es un vector con la estimacién de
probabilidad condicional de cada clase. En cada nivel se emplea un clasificador de

naturaleza distinta al otro.

Stacking [88]: clasificador de tipo jerarquico. Puede tener varios niveles aunque lo
usual son dos. En el primer nivel, por lo general, hay varios clasificadores entrenados
con algoritmos diferentes pero con conjuntos de entrenamiento que tienen el mismo
espacio de caracteristicas. En el segundo nivel existe un unico clasificador que toma
como entrada las salidas de los niveles inferiores. Al igual que en cascading, los
clasificadores de cada nivel son de naturalezas distintas. Este algoritmo suele

degradarse con datos multiclases.

Grading [89]: es muy similar a stacking, solo que en el primer nivel realiza una

clasificacién previa que sirve como entrada al siguiente nivel, el nivel superior decide
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qué clasificadores del nivel anterior estaban en lo cierto. En caso de conflicto, se
realiza una votacidn haciendo uso de la confianza en la prediccion de los clasificadores
base. Si la votacién fuera empate, entonces se toma la clase mayoritaria en el conjunto

de entrenamiento como decision final.

Ademas de estos algoritmos de multiclasificacién clasicos, existen otros muchos

esquemas de ensamblado de clasificadores, entre los que se encuentran:

Modelo de seleccion de clases (MCS) [90]: que divide el conjunto de clases en
subespacios a través de reglas obtenidas empiricamente. Asigna a cada espacio un
clasificador de tres posibles (drboles de decisidon, funcién discriminante o clasificador

basado en instancias).

Mezcla de expertos (ME) [91]: igual que MCS pero los subespacios pueden estar
solapados entre si. Otro clasificador combina las salidas de los expertos. Existe la
variante jerdrquica (HME) en que los espacios se descomponen recursivamente en

nuevos subespacios.

Arbitros de arboles (AT) [92]: se parte de un nimero de particiones disjuntas del
conjunto de entrenamiento. Con cada una se entrena un clasificador base del primer
nivel. Estos clasificadores se emparejan y por cada pareja se entrena otro de nivel
superior que actla como arbitro, que también es un arbol. Este esquema se extiende

recursivamente.

Combinacidn de arboles (CA) [92]: es similar a AT, solo que los clasificadores que no
son hojas se entrenan en las salidas del nivel anterior. Emplean las mismas reglas que

cascading o satcking.

NBTree [93]: este multiclasificador es un arbol que en sus hojas hay un clasificador

Naive Bayes.
3.4.- Tipos de errores en los multiclasificadores

Ademds de la arquitectura que se emplee para crear un multiclasificador, una
diferencia que resalta entre ellos es el tipo de error que generan en la clasificacion. Si
se analizan las predicciones para cada instancia de un conjunto de entrenamiento
dado, se podria calcular con qué probabilidad se predice cada clase por los

clasificadores obtenidos a partir de cada algoritmo.
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Tendencia central de una instancia [86], es la denominacidon que se emplea para la
clase mayoritaria predicha por los predictores de un determinado algoritmo y para un
conjunto de datos determinado. O sea, no es mds que la prediccidn realizada por el
multiclasificador al combinar las predicciones por separado de cada clasificador base
entrenados en dicho conjunto de entrenamiento. Tomando como base la tendencia
central, el error puede descomponerse en dos componentes que se conocen como

bias y varianza [94]-[96].

e Bias: es el error que se produce cuando el clasificador se equivoca al predecir la
tendencia central. Se debe a las propias limitaciones del clasificador. Por ejemplo,
un clasificador lineal requiere regiones linealmente separables, si un grupo reducido
de instancias estd en el interior de una region en la que hay abundantes instancias
de la clase contraria, las instancias de dicho grupo estaran normalmente en el lado
incorrecto de cualquiera de los hiperplanos generados a partir de diferentes
muestras del mismo conjunto de datos para ese mismo clasificador lineal. Por tanto,
la tendencia central de ese clasificador serd predecirla como perteneciente a la

clase equivocada, y por tanto se genera un error debido a la componente bias.

e Varianza: es el error que se produce cuando el clasificador se equivoca al predecir
cualquier otra clase que no sea la tendencia central. Este error aumenta por tanto,
si para una misma entrada, el mismo algoritmo de clasificacion (entrenado cada vez
con un conjunto de entrenamiento distinto), es capaz de generar distintos
clasificadores, habiendo muchos capaces de hacer predicciones distintas a la
tendencia central. Debido a que el Unico cambio que se ha introducido para que
tengan lugar estas diferencias es el conjunto de entrenamiento, es claro que este
error se manifiesta cuanto mayor es la sensibilidad del algoritmo a dicho cambio.
Por tanto, es una componente del error que aumenta cuando el algoritmo tiene en
cuenta en exceso a las instancias que representan casos que se dan con poca
frecuencia (outliers). Este error, es el habitual cuando el clasificador sufre un sobre

entrenamiento.

En el caso de los arboles de decisidon, no podarlos aumentaria la componente varianza
del error respecto al caso podado. Por el contrario, una poda muy agresiva dara lugar a

una alta componente de bias en el error.
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Capitulo 4

Estado actual de las técnicas de
prediccion de contactos
interresiduales

Como se planted con anterioridad, la prediccion de estructura de proteinas, se ha
abordado empleando dos enfoques fundamentales: los métodos ab initio y los

métodos de modelado por comparacion.

Los métodos ab initio tratan de predecir el plegamiento sin tener en cuenta la
informacién evolutiva de las proteinas. Estos métodos exploran la energia
hipersuperficial para establecer una conformacidn de energia minima, la cual se cree
se corresponda con el estado nativo de la proteina [11], [13], [56], [97], [98]. Por otra
parte, los métodos de homologia molecular tratan el problema de la prediccién a partir
de la informacion que implica la caracterizacion de multiples secuencias alineadas
basadas en la conservacidn de las secuencias y las mutaciones correlacionadas [29],

[40], [48], [59], [99].
4.1.- Valoracion critica del estado del arte.

La estadistica ha sido el soporte de muchos analisis de datos biolégicos por anos, sin
embargo, los datos biolégicos han cambiado en tamafio y estructura. Usualmente los
conjuntos de datos contienen miles de instancias y de atributos. Los algoritmos han
evolucionado teniendo en cuenta estas caracteristicas y han sido validados por medio
de pruebas estadisticas con datos sintéticos y reales. Técnicas de mineria de datos,

inteligencia artificial, heuristicas complejas, entre otros, han ocupado este espacio con

Prediccién de Mapas de Contactos de Proteinas Mediante Multiclasificadores 57



Estado del Arte

el objetivo de manejar grandes volumenes de datos, lograr optimizacion y eficiencia

[100]-[103].

A pesar de la clasificacion usual de las técnicas de prediccion en ab initio o de
modelado, en este trabajo se propone una nueva agrupacién de éstas, teniendo en
cuenta el paradigma a que pertenecen. La Figura 21 muestra una taxonomia que
agrupa estas técnicas en métodos estadisticos, redes neuronales, mdaquinas de

vectores soporte, bio-inspirados y combinacidn de clasificadores.

Técnicas de prediccion ]

l

Estadistica Mdquinas de
clasica Vectores Soporte

Algoritmos Redes Neuronales Combinacion de
Bio-inspirados Arficiales Clasificadores

Arboles de Inteligencia Genéticos y Redes Redes de Redes
decision de enjambre Evolutivos Bayesianas Markov Logisticas

Figura 21. Taxonomia de métodos de prediccion de estructuras de proteinas.
4.1.1.- Estadistica clasica contra aprendizaje automatico.

Los primeros modelos de prediccién clasificaban los aminos acidos de forma cualitativa
como: destructores de hélices, formadores de hélices, helicoidal y antihelicoidal.
También, realizaban el ajuste de fragmentos helicoidales de estructuras conocidas y
ruedas helicoidales para localizar los arcos hidrofébicos en la regiéon helicoidal

seleccionada [5].

En estos métodos se tuvieron en cuenta los parametros de iniciacion de las hélices (o)
y el ancho de las hélices (s), asi como los dngulos del centro del aminoacido para varias
secuencias tripeptidicas en proteinas de estructura conocida (¢, §). Lo cual permitio
construir una tabla de 20x20 para todos los tripéptidos, mostrandose las frecuencias
de ocurrencia en las regiones helicoidales y no helicoidales. Ademas, se pudo observar
la no correlacién debido a interacciones entre pares de residuos adyacentes en
regiones helicoidales y no helicoidales. Teniendo esto en consideracidn, los autores

llegaron a la conclusion de que la estructura secundaria de una cadena polipeptidica
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depende principalmente de las interacciones en la cara de la cadena con el nucleo

(backbone) mas que las interacciones entre las caras de la cadena [104].

Para la identificacidn de las regiones de a hélices y las estructuras B en las proteinas
globulares nativas, se propone un método basado en la teoria de la estructura
secundaria de proteinas globulares solubles en agua, determinada mediante la técnica
de difraccion cristalografica de rayos X. Se presenta un sistema de reglas, por medio de
las cuales se puede localizar las regiones de a hélices y otras, 8 reglas especificas, para
localizar las regiones en las estructuras B [105]. El uso de las propiedades hidrofébicas

de los aminoacidos de las proteinas es el aspecto mas destacable de este método.

Mds recientemente, se ha seguido incursionando en métodos como la prediccién por
regresion [106], desarrollado para los casos en que no sea encontrada una cadena
homoéloga a la cadena objetivo. La funcion de regresidn se obtiene a partir del calculo
del orden de contactos absoluto. Esta ecuacién surge de la observacion de la
correlacién existente entre el orden de contactos (CO) y la combinacidon lineal del
porcentaje de residuos en alfa hélices (p(q)), el porcentaje de residuos en cintas beta
(p@) v la longitud de la proteina (L). Esta técnica tiene el mérito de generar una
ecuacion lineal simple que suple la necesidad de busqueda de cadenas homdélogas. Sin
embargo, tienen la desventaja de que asume la supuesta linealidad en la prediccién de
los contactos interresiduales lo que puede en determinadas ocasiones afectar la

fiabilidad de las predicciones.

La implementacién de los métodos estadisticos implica un bajo costo computacional,
sobre todo debido a su simplicidad. Sin embargo, éstos presentan una serie de
desventajas debido a que se basaban en pocas proteinas pequenas (20) de estructura
conocida, determinadas por cristalografia de rayos X [104], [105], en el andlisis de
secuencias homodlogas [104]-[106], o asumen linealidad en la prediccién de los
contactos interrsiduales [106]. Ademas, la aparicion de un conjunto de reglas
cualitativas, implica la necesidad del empleo de sentido comun para realizar las
predicciones [104]-[106]. Todo ello sugiere la necesidad de emplear técnicas mas

poderosas como las de aprendizaje automatico.
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4.1.2.- Redes Neuronales Artificiales.

Con el objetivo de lograr predictores con mayor nivel de generalizacidn y robustez, se
comenzaron a emplear ampliamente las redes neuronales artificiales [107]. En este
campo, ha aparecido una amplia gama de técnicas basadas en modelos Feed-Forward
(ANN) [30], [42], [48], [108]-[112], modelos recurrentes (RNN) [33], [53], [62], [113],
modelos que emplean funciones de base radial (RBFNN) [60], [61], [64], modelos de

transciente cadtico [114], entre otros [99].

Mas recientemente, han sido empleadas las redes neuronales de campos
condicionales (CNF) y de campos aleatorio (CRF). En estos casos las CNF han
demostrado mayor efectividad que las CRF, mostrando un mejor desempefio en la
prediccion de la mayor parte de las a—proteinas y pequeias B—proteinas, no siendo asi

para las proteinas  mas grandes [99].
Topologias

En la mayoria de los modelos se emplea una capa de entrada (variable segun la
codificacion realizada). Una capa oculta con un nimero de neuronas que varia en
dependencia del modelo y que oscila entre dos y 300 neuronas [42], [48], [59], [108]—
[110], [113], [114]. Y, por ultimo, una capa de salida, cuyo nimero de neuronas
también varia en dependencia de la prediccién que se realice: una neurona si lo que se
predice es si hay o no contacto [48], [53], [59], [113]; de dos a tres neuronas en
dependencia de la codificacién, si lo que se predicen son los motivos estructurales
[42], [108]-[110]; otros casos emplean muchas mdas neuronas de salida para

representar las estructuras 2D y 3D [50], [60], [61], [64].

Estos modelos varian tanto en su arquitectura (figura 7), en la codificacion que

emplean en sus entradas, como en los métodos de entrenamiento.

También han sido propuestas arquitecturas de esquemas de combinacién de redes
neuronales por niveles. Donde, en un primer nivel, una RNA se encarga de la
prediccién secuencia — estructura, para predecir la estructura secundaria; en un
segundo nivel otra RNA realiza la prediccion estructura — estructura, para predecir la
estructura terciaria a partir de la secundaria; y, un tercer nivel de RNA que se encarga

del promediado de la prediccién[30]. Estos esquemas suelen ser verdaderamente
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complicados en cuanto a su implementacion y alto costo computacional. Sin embargo,

emplean informacidn evolutiva a partir del alineamiento de multiples secuencias.

In,—

(a)

Hidden Layer
Inputs Radial Basis Function Qutputs

Qutput(1=contact

O=non-contact)

\ D Ihput neurons

() Chaotic neurons
i)

( ) Crutput neurons

(c) (d)

Figura 22. Topologias de redes neuronales, en dependencia del tipo de red.

(a) Ejemplo de modelo Feed-Forward (ANN), la arquitectura que se muestra es la propuesta
por Fariselli y Casadio 2001 [48], la cual estda compuesta por 1086 neuronas, distribuidas en:
1050 neuronas de entrada, 2 neuronas mas para incluir la informacion de la longitud de la
proteina y la separacion en la secuencia (L y S), otras 2 neuronas para agregar la informacién
de hidrofobicidad (H1 y H2), 2 neuronas mas para incluir la conservacién de los pesos para las
posiciones iy j (Wi y Wj), 2 neuronas que codifican para la conservacién de cada residuo en
las posiciones i y j (Ci y Cj), 1 neurona para las mutaciones correlacionadas (Cm(i,j)) y 18
neuronas mas para incluir la estructura secundaria predicha (PS1..PS18); 8 neuronas en la
capa oculta y una neurona de salida. (b) Ejemplo de modelo recurrente (RNN) propuesta por
Pollastri 2002 [53], la unidad de entrada esta conectada a los cuatro planos ocultos. La unidad
de entrada y las unidades ocultas estan conectadas por la unidad de salida. Se muestran las
conexiones de cada unidad oculta con su rejilla vecina con el mismo plano. (c) Arquitectura de
una red neuronal basada en funciones de base radial (RBFNN), propuesta por Zhand 2004,
2005 y 2007 [60], [61], [64]. (d) Modelo basado en RNA de transiente cadtico propuesto por
Liu 2006 [114], la arquitectura consta de tres capas de neuronas: una neurona de salida que
representa la propension a contacto, una capa oculta de 10 neuronas y una capa de entrada
con 1050 neuronas para cinco parejas de residuos, 10 neuronas para la clasificacion de los
residuos acorde a la hidrofobicidad, polaridad, d4cida y bdsica, seis neuronas para la
informacioén de la estructura secundaria.
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Codificacion
La codificacion de la informacién para el entrenamiento de las redes neuronales es un

factor decisivo tanto por su influencia en el éxito final de la prediccién como en la

determinacion de la estructura de la misma.

Una vertiente muy generalizada es la de tener en cuenta la vecindad del aminodcido
para el cual se esta realizando la prediccién. En este caso la capa de entrada codifica a
una ventana movil en la secuencia de aminodcidos y la prediccidn es realizada para el
residuo ubicado en el centro de la misma. El ancho de la ventana es obtenida
experimentalmente y varia segun los autores [30], [42], [50], [108], [110]. En algunos
casos se plantea que ésta debe ser de 17 aminoacidos, basada en la evidencia de la
correlacién estadistica entre la estructura secundaria de un residuo y los 8 residuos

vecinos al punto de prediccién hacia ambos lados [108].

Otro tipo de codificacién, igualmente aceptado, implica la representacién de la
frecuencia de ocurrencia de contactos incluyendo el contexto de la secuencia para
cada residuo, tomando una ventana centrada en el residuo objetivo, con una longitud
de tres aminodcidos. Son considerados los pares paralelo y antiparalelo de los dos
segmentos entradoseniyj. {i—1,j—1},{i,j}, {i + 1, j + 1} (pares paralelos), {i— 1, j +
1}, {i , j}, {i + 1, j — 1} (pares antiparalelos). Se incluye, ademas, la longitud de la
proteina y la separacidon de la secuencia y otro par asociado a la informacion de
hidrofobicidad [48], [59]. La mayor dificultad de esta codificacion estd en su

complejidad.

Otras codificaciones tienen en cuenta la informacidon evolutiva, el contexto de la
secuencia (una ventana de 3 residuos de longitud para los pares paralelos y
antiparalelos) y la informacién relacionada con las mutaciones correlacionadas y la

prediccién de la estructura secundaria [48].

Como técnicas de pre-procesamiento de los datos, se ha tratado la reduccién de la
dimensionalidad de los rasgos con técnicas como el analisis de componentes
principales (PCA) y los mapas auto-organizados (SOM). Por otra parte han sido

empleadas algunas técnicas de procesamiento de imagenes y de estadistica [115].
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Algoritmos de Entrenamiento

Las técnicas de entrenamiento empleadas, varian en dependencia del nivel de
complejidad de la RNA propuesta. Una de las mds empleadas es algoritmo back-
propagation [42], [48], [59], [110]. Otra técnica de ajustes en los pesos es el empleo

del gradiente descendente del total del error de salida [30], [108], definido por (8).
E=2 20, - Dj,c)z (8)
c j
Donde, O es la salida observada en la neurona j para el caso de entrenamiento y Dj.
es la salida deseada. El entrenamiento se detiene cuando la reduccion en E se vuelve

asintético (en la préctica seria cuando el cambio por ciclo en E es menor que 2 x 10™).

También se han empleado algoritmos genéticos para optimizar los parametros
iniciales, los cuales se ajustan posteriormente con un algoritmo de aprendizaje hibrido
para la prediccion de los mapas de contacto [13], [64], [116]. El algoritmo de
aprendizaje hibrido, combina el paradigma del gradiente y el paradigma del minimo
lineal cuadratico (LLS), y puede ser utilizado para ajustar los centros y los anchos. Este
algoritmo incluye dos partes: 1) El paso de avance (forward), donde los datos de
entrada y las sefales de la funcién son suministrados para calcular la funcién de salida
oculta, y posteriormente el método LLS modifica los anchos de la funcién encontrada.
2) En el paso de realimentacion (backward) el error se propaga de la salida a las
entradas. En este paso, se mantienen los pesos fijos, y se modifican los centros y los

anchos de las neuronas RBF.
Evaluacion de la red

Con el objetivo de evaluar el desempefio (efectividad) de los métodos, se han

propuesto numerosas medidas. Una medida cominmente aplicada es (9):
Q, - —L—= (9)

Donde N es el numero total de residuos predichos y Py, Pg y Peii son el niumero de
estructuras correctamente predichas para cada tipo [110].

Otro método para medir la efectividad del predictor es (10):

Acc = Ngp* / Nep (10)
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Donde Ncp* es el nUmero de contactos asignados correctamente y N¢p es el total de

contactos predichos [48], [59], [113], [114].

El coeficiente de correlacién también es una medida cominmente empleada (11).

. - (p,n,)-(u,0,) (11)
\/(na +u) (n,+o0 )p, +u )p, +0,)

Donde pq es el numero de casos de verdaderos positivos, n, el niumero de verdaderos
negativos, o, el numero de falsos positivos y uy el nimero de errores. Esta misma

expresion es aplicable para Cg y Coii [109], [110], [113], [114].

El desempefio de la red neuronal es estimado mediante el error cuadratico medio (12).

NT

1 2
MSE , = — 3 (y, - T(x,) (12)
N

T p=l

Donde y; v f(x,) son las salidas deseada y predichas de la red y Nr es el nimero de

objetos para el entrenamiento [116].

Como técnicas de pre-procesamiento de los datos, se ha tratado la reduccién de la
dimensionalidad de los rasgos con técnicas como el andlisis de componentes
principales (PCA) y los mapas auto-organizados (SOM). Por otra parte han sido

empleadas algunas técnicas de procesamiento de imagenes y de estadistica [115].

En sentido general, las RNA han aumentado el por ciento de efectividad en Ia
prediccién de estructuras de proteinas. Esto se debe a su elevada capacidad de
generalizaciéon y a que, junto con ellas, se ha combinado una gran cantidad de
informacidén sobre las proteinas como son: la informacién evolutiva, la conservacién y
las mutaciones correlacionadas de las secuencias alineadas; la combinacién de la
informacién de la secuencia de aminoacidos y su estructura secundaria; los pares
paralelos y antiparalelos; entre otros aspectos. Estas técnicas presentan algunas
desventajas como: la complejidad de implementacion, el alto costo computacional, la
complejidad en la codificacién de los datos de entrada, la base de conocimientos no
estd formada por reglas o casos que permitan una explicacidn del funcionamiento del

sistema, entre otras.
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4.1.3.- Maquina de Vectores Soporte (SVM).

Dentro de las técnicas de reconocimiento de patrones empleadas para la prediccién de
estructura, se encuentran las maquinas de vectores soporte [117], [118]. Este es un
método general para la solucién de problemas de regresion, clasificacién y estimacion.
Esta técnica ha sido utilizada para la prediccidon de estructuras secundarias basadas en
maquinas vectores soporte de doble capa y matrices PSSMs (por sus siglas en inglés

“position-specific scoring matrices”) [118]-[120].

Otro método de prediccidon basado en SVM, soportado en la teoria del aprendizaje
estadistico y en su habilidad de generalizacién, emplea para el entrenamiento de la
SVM los rasgos de cada trenzas B de la secuencia de aminoacidos. Para cada trenza en
el conjunto de datos, se extrajeron seis atributos con el objetivo de ser disimilares en
los dos tipos de trenzas (centrales y de borde) [121]. En este caso, los pardmetros de la
SVM fueron optimizados empleando una validacidn cruzada con 18 particiones (18-fold
cross-validation). La mediciéon del rendimiento del método propuesto se realizd

mediante el coeficiente de correlacion (11).

También han sido empleadas las SVM, como herramienta de clasificaciéon a partir de
varios rasgos basados en la secuencia primaria, la alineacion de multiples secuencias,
la prediccion de la estructura secundaria y el analisis de mutaciones correlacionadas
[119], [122]-[125], donde para cada par de posiciones en la secuencia de la proteina,
se identifican cinco grupos rasgos que capturan diferentes aspectos de los aminoacidos
en las posiciones seleccionadas: conservacion de la secuencia (Con), separacion en la
secuencia (Sep), analisis de mutaciones correlacionadas (CMA), estructura secundaria
predicha (PSS) y perfiles de la secuencia (SP). El predictor propuesto devuelve una
puntuacion para cada instancia de entrada, donde se asume como contacto cuando la

puntuacion es alta y no contacto cuando es baja [117], [118], [120], [126]-[132].

4.1.4.- Algoritmos bio-inspirados

Arboles de decisién

Los arboles de decisién es otra técnica ampliamente explorada. Estos son capaces de
producir reglas entendibles para los especialistas, las que pueden ser empleadas para

dar explicaciones sobre cémo se ha realizado la prediccién [40], [121], [133]—-[135].
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Los arboles de decisién han sido utilizados en esquemas de clasificacidon para la
prediccion de mapas de contactos interresiduales de proteinas [133], [134]. En otros
casos los arboles son empleados para clasificar [dminas de borde en laminas centrales
en un conjunto de proteinas. Este enfoque es muy util debido a que permite detectar

las zonas de interaccidn proteina — proteina [121].
Inteligencia de Enjambre

Las técnicas de optimizacidén basadas en légica de enjambre como colonia de hormigas
[136], colonia de abejas [137], [138] y enjambre de particulas [139]-[141], han sido

ampliamente empleadas.

Dentro del enjambre de particulas la optimizaciéon basada en quantums (QPSO) es uno
de los modelos bio-inspirados mas utilizados [141]. En este algoritmo los aminodcidos
se separan en hidrofdbicos y no hidrofdbicos. Una de sus principales ventajas y que
constituye su aporte fundamental es el empleo de una variante basada en multiples
capas que incluye mejoras en la localizacién de las particulas usando estrategias de
ajuste de precisiéon y de exploracién. Divide las particulas en tres subpoblaciones
separadas, la de élite, la de explotacién y la de exploracion. Con la formacidn de estas
subpoblaciones, son actualizadas las posiciones de las particulas en la estrategia de

ajuste de precision, QPSO y la estrategia de exploracion, respectivamente.
Algoritmos evolutivos y genéticos

Los algoritmos evolutivos y genéticos (AG) también han sido explorados en la
prediccién de estructuras de proteinas [97], [142]-[144]. Mansour y colaboradores
[143] proponen un algoritmo genético basado en el modelo cubico polar e hidrofébico.
Este tipo de algoritmo propone un nuevo método de cruzamiento y de mutacién que

asegura soluciones candidatas factibles para el tratamiento del problema.

Los AGs también han sido empleados en la fase de preprocesamiento como método de
remuestreo [133], [144], asi como en la prediccidon ab initio, combinandolo con
técnicas como el modelo de sustitucidon de los k-vecinos mas cercanos [34]. En otros
casos se ha empleado el AG para extraer un conjunto de reglas de decision para la

prediccién de los mapas de contactos de las proteinas [142].
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Algoritmos de Estimacidn de Distribuciones

Las técnicas de estimacién de distribuciones (EDA), son algoritmos evolutivos que
trabajan con una poblacién de soluciones candidatas. Los EDAs han sido empleados
para analizar la influencia de los factores que intervienen en la estabilidad de las
proteinas, entre los que podemos mencionar: las interacciones electrostaticas, los
enlaces de hidrégeno, las interacciones de Van der Waals, las propiedades intrinsecas
de los aminoacidos que los hacen asumir ciertas estructuras, las interacciones

hidrofébicas y la contribucién de la entropia conformacional [145].

Dependiendo del nivel de detalle del modelo, los EDAs han sido empleados en:
modelos simplificados de prediccion de estructuras de proteinas [146]-[148],
reduccion del alfabeto de aminoacidos para la prediccion de estructuras de proteinas
[146], disefio de proteinas mediante minimizacién de los potenciales de los contactos
[147], disefio de ligandos de péptidos de proteinas [149], y posicionamiento de la cara

de la proteina [145].

La principal desventaja de los EDAs consiste en la imposibilidad de tomar en cuenta las
dependencias complejas entre los rasgos, incluso para modelos multivariados (con un
orden estadistico mayor de dos). Otra desventaja que podemos mencionar es que un
EDA multivariado implica altos requerimientos computacionales, en cuanto a

capacidad de cémputo y de memoria.

4.1.5.- Combinacion de clasificadores.

La principal motivacion para el empleo de multiples clasificadores es aumentar la
efectividad en la clasificacion, pues diferentes algoritmos emplean diferentes formas
de generalizacidon y de representacidn del conocimiento. Es sabido que éstos tienden a
equivocarse en diferentes zonas del espacio de busqueda, pero su combinacién
adecuada suele corregir los errores individuales no correlacionados. La combinacidn de
la clasificacion puede realizarse mediante los paradigmas de selecciéon o de fusién. En
el primer caso, se selecciona un Unico algoritmo para la clasificacién de una nueva
instancia, mientras que en el segundo caso, se fusiona la decisiéon de todos los

algoritmos.
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Diplaris y colaboradores [150], proponen el empleo de ambos paradigmas de
combinacidn de clasificadores, empleando nueve algoritmos de aprendizaje diferentes.
Entre los que se encuentran: arboles de decisidn, reglas de asociacién, vecinos mas
cercanos, redes Bayesianas, maquinas de soporte vectorial y las redes neuronales
artificiales. La principales desventajas del empleo de multiples clasificadores radica en

la complejidad de implementacién del esquema de clasificacién.

Otros autores también han empleado multiples esquemas de clasificaciéon, entre el que
se destaca el paralelo [23], [150]-[152]. Abu-doleh y colaboradores [23] proponen un
modelo de combinacién de los resultados basado en un sistema neurodifuso (ANFIS) y
un clasificador basado en el vecino mas cercano (kNN). Recientemente se propuso un
esquema de combinacién que descompone el problema de prediccién de contactos
interresiduales en 400 subproblemas, uno por cada pareja de amino acidos [133],
[134]. Esta soluciéon tiene como ventaja fundamental que brinda un modelo
interpretable con el objetivo de explicar el proceso de plegamiento de las proteinas en

funcién de las parejas de aminoacidos y la subsecuencia entre ellos.
Redes Bayesianas

La teoria de las probabilidades de Bayes ha sido empleada en modelos de analisis de la
informacién del plegamiento de las proteinas globulares. Este proceso se trata como
una transferencia de mensajes entre la secuencia primaria y la secundaria, donde el
segundo se deriva del primero. El método esta dirigido a buscar una aproximacion mas

robusta para proteinas pequenas y grandes. [18].

Las redes Bayesianas tienen como ventaja fundamental que permiten la medicién de la
contribucién de cada informacion por separado. Al estar basadas en el método de
Bayes, emplean poca informacién y resultan un método mds robusto que otras
pruebas estadisticas. La principal desventaja que presenta es que el método es vialido
para su empleo en proteinas que mantengan una relacion similar entre la secuencia y

su estructura, o sea, familias o conglomerados de proteinas [153]—-[159].
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Redes de Markov

Los modelos ocultos de Markov (HMM) también han sido ampliamente empleados en
la predicciéon de estructuras de proteinas [160]. Frecuentemente, los HMM son
empleados en combinacién con otras técnicas de aprendizaje como: algoritmos
genéticos, difusion de particulas, redes neuronales artificiales, entre otras, con el fin de
explorar su espacio de topologias [161]-[163], o ademads, con funciones de particién,
considerando la similitud de los aminoacidos, la estructura secundaria y la
accesibilidad soluble relativa para el cdlculo de las matrices de alineacién [49].
Usualmente se toman en cuenta las dependencias no sélo entre aminoacidos
(emisiones) adyacentes, sino entre los segundos anteriores y siguientes [160]-[162],

[164]-[168].
Redes de Regresion Logistica

La regresion logistica ha sido otra técnica estadistica empleada en la prediccion de
estructuras de proteinas. Estas aproximaciones parten de la base de contar con las
predicciones de un conjunto de predictores, donde a diferencia de los esquemas de
combinacidon como el promedio (las predicciones son promediadas) o la votacién (se
seleccionan las mejores AL predicciones y se emplean para votar por la solucién), las
predicciones se combinan empleando un analisis de regresion logistica (LR) [22], [169]—

[171].

Uno de los principales inconvenientes del empleo de esta técnica es la calidad de las
predicciones previas, debido a que depende directamente de la seleccion de los
clasificadores a emplear y a que, en algunos casos, pudiera contarse con predicciones

parciales falseando la informacién.

4.2.- Resumen de las técnicas de prediccion.

En la tabla 1 se muestra una comparacion entre las técnicas revisadas, en base al nivel
de efectividad alcanzada, principales ventajas y desventajas. Los valores de efectividad
incluidos en esta tabla no han sido obtenidos por via experimental, sino que son los
reportados por los autores de los algoritmos. En muchos de los casos, como ocurre con
las primeras aproximaciones de prediccién (Chou, Lim, Robson), los valores de

efectividad estan en dependencia del método empleado para calcularla [36].
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Métodos Efectividad Descripcion Ventajas Desventajas
Chou, 50** — 80% Prediccién de regiones de ®Bajo costo computacional. eEmpleo de sentido comun (reglas
1974* (19 p) cadenas a y B mediante reglas eGran simplicidad. cualitativas).
[104] basadas en los potenciales.
Lim, 80-85% Prediccion de regiones de eTiene en cuenta las propiedades eEmpleo de sentido comun (reglas
1974* (25 p) cadenas a y B mediante reglas hidrofébicas de los aminoacidos. cualitativas).
[105] basadas en las propiedades
hidrofdbicas de las proteinas.
Robson, 60% Teoria de andlisis de la ela teoria de informacion permite la oE|l método de Bayes es mas eficiente para
1974* “propone el informacién del plegamiento de medicidn de la contribucién de las informacién compleja, o sea, mutuamente
[18] empleo de las proteinas globulares. Método informaciones, por separado. consistente, que represente modelos
20* de prediccion basado en la teoria | eEl método de Bayes emplea muy poca alternativos de transferencia de
proteinas”. de probabilidades de Bayes. informacion. informacidn entre la secuenciay la
eModelo mucho mas robusto que otras estructura.
pruebas estadisticas como chi-cuadrado. oE|l método es valido para proteinas que
mantengan una relacion similar entre la
secuencia y la estructura.
Garnier, 60% Emplea la informacion que eBajo costo computacional. o a efectividad depende de la optimizacion
1978* (30 p) contiene cada residuo que eTiene mayor efectividad de que el de variables que pueden tener multiples
(36] conforma la cadena, sobre |a reportado por Robson en 1974. valores en dependencia del residuo al que
estructura de otro residuo. eToma en cuenta interacciones intermedias se predice su estructura secundaria.
en la cadena.
Holley, 63 —79% Basado en el empleo de una eCodificacion de los datos de entrada eBase de conocimientos no permite
1987 (48 p) RNA Feed-Forward. muy sencilla. crear un mecanismo de interpretacion
[108] eTiene en cuenta la evidencia de la simple.

correlacién estadistica entre la
estructura secundaria de un residuo y
los 8 residuos vecinos al punto de
predicciéon, hacia ambos lados.
eSimple de implementar y entrenar.
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Métodos Efectividad Descripcion Ventajas Desventajas
Zuelebil, | 66% Método para realizar la eExtrae informacidn de la alineacidon de | eDependiente del método de alineacion
1987 (11 p) prediccidon de estructura secuencias homalogas. de secuencias empleado.
[172] secundaria y sitios activos ePermite identificar residuos
mediante el empleo de la funcionalmente importantes en las
informacién disponible enzimas.
secuencias homologas.
Bohr, 73% Basado en el empleo de RNA eCodificacion de los datos de entrada eSo6lo predice las hélices a.
1988 [42] | (56 p) MLP. muy sencilla. eBase de conocimientos no permite
eSimple de implementar y entrenar. crear un mecanismo de interpretacion
simple.
Qian, 63 -65% Basado en el empleo de RNA eEntrenamiento con proteinas eBase de conocimientos no permite
1988 (106 p) MLP. homdlogas y no homdlogas (conjuntos | crear un mecanismo de interpretacién
[110] de entrenamiento independientes). simple.
eLos conjuntos de entrenamiento estan
balanceados en numero de hélices a y
[dminas PB.
Bohr, 99.9% Basado en el empleo de RNA. eEntrenada con la informacién de la eDiseflado para proteinas homdlogas.
1990 [50] | (13 p) secuencia de aminoacidos y su eBase de conocimientos no permite
estructura, y la distancia (binara). crear un mecanismo de interpretacion
ePredice las estructuras 2D y 3D. simple.
eSimple de implementar y entrenar.
Kneller, 79% Basado en el empleo de RNA. eAdiciona la informacioén periddica de la | eLa preparacidn inicial de los datos es
1990 (66 p) secuencia y la subdivide las proteinas compleja (clasificacién de las
[109] en 8 clases estructurales. secuencias).

eBajo costo computacional.
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Métodos Efectividad Descripcion Ventajas Desventajas
Rost, 70.8% Basado en el empleo de RNA. eEmplea informacion evolutiva a partir | eDificil implementacion.
1993 [30] | (130 p) Este modelo combina tres del alineamiento de multiples eAlto coste computacional.
niveles de redes: secuencia- secuencias.
estructura, estructura-
estructura y promediado.
Fariselliy | 16% Basado en el empleo de RNA eEntrenamiento con proteinas no eDificil seleccion del conjunto de
Casadio, | (608 p) MLP, incluye informacién homologas. entrenamiento.
1999 [59] evolutiva y conservacion de la | eIncluye informacion evolutiva,
secuencia. conservacion de la secuencia,
hidrofobicidad, longitud de la
secuencia y separacion de residuos.
eSimple de implementar y entrenar.
Fariselliy | 25% Basado en el empleo de RNA esEntrenamiento con proteinas no eSolo toma en cuenta las hélices B para
Casadio, | (173 p) MLP, empleando las homodlogas. realizar la prediccion.
2001 [48] mutaciones correlacionadasy | eIncluye informacién de las mutaciones | eLa codificacién de los datos de entrada
en la prediccion de la correlacionadas y en la prediccién de se hace compleja.
estructura secundaria. la estructura secundaria.
Pollastri, | 45—-60.5% | Basado en RNA Recurrentey eMuy flexible. eExtremadamente complejo.
2002 [53] | (1484 p) Red Bayesiana. eAlto coste computacional.
Zhao, 22.38% Basado en SVM eToma en consideracién la secuencia oEs necesario obtener previamente la
2002 (177 p) primaria, la alineacién de multiples estructura 2D predicha de la proteina.
[120] secuencias, la prediccion 2D y las de
mutaciones correlacionadas.
Guo, - Basado en el empleo de eSimple de implementar. eBase de conocimientos no permite
2003 RBFNN optimizado por medio | eAlgoritmo genético e hibridaciones crear un mecanismo de interpretacion
[116] de un Algoritmo Genético. para optimizar los pardmetros. simple.

eRapida convergencia.
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Métodos Efectividad Descripcion Ventajas Desventajas
Siepen, 78% Basado en arboles de decision | eEntrenamiento con proteinas no eCompleja extraccion de rasgos.
2003 (564 p) y trenzas 3 centrales y de homologas.
[121] bordes. eArquitectura C4.5.
eProduce reglas entendibles por los

especialistas.
Guo, (1035 p) Basado en SVM y PSSM. eCombina la SVM con PSSM para lograr | eRequiere de procesamiento
2004 mayor optimizacion. intermedio (alinear secuencias)
[119] mediante el empleo del PSI-BLAST.
Zhang, 33% Basado en el empleo de eEvaluado en proteinas no homoélogas eBase de conocimientos no permite
2004[64] | (173 p) RBFNN optimizado por medio (2004), globulina (2005) y Hepatitis C crear un mecanismo de interpretacion
2005[60] | (18 p) de un Algoritmo Genético. (2007). simple.
2007[61] | (61 p) ePropone un novedoso método de

encriptacién de las entradas en

cromosomas para el AG.
Diplaris, | (662 p) Basado en la combinacién de eImplementan los métodos de seleccion | eAlta complejidad de implementacion.
2005 clasificadores y fusion de clasificadores.
[150] eAbarca 9 clasificadores de propdsito

general.
Liu, 2005 | 8% Basado en RNA recurrente. eTiene en cuenta la estructura 2D #Solo toma en cuenta las hélices a para
[113] (105 p) predicha y la hidrofobicidad. realizar la prediccién.

eTiene en cuenta los pares paralelos y oFs necesario obtener previamente, la

antiparalelos. estructura 2D predicha de la proteina.
Vullo, 72,6% Modelo de RNA Recurrente eEmpleo de mapas PE (principal ePoca capacidad de generalizacion,
2006 [62] | (2171 p) Bidireccional. eigenvector), lo que reduce la asociada a la aparicion de falta de

dimensién del problema.

informacidén en la base de aprendizaje.
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Métodos Efectividad Descripcion Ventajas Desventajas
Liu, 2006 | 8,2% Modelo de RNA de Transiente | eTiene en cuenta la estructura 2D eSdlo toma en cuenta las hélices a para
[114] (125 p) Cadtico. predicha y la hidrofobicidad. realizar la prediccion.

eIncluye paralelos y antiparalelos. eNecesita conocer la estructura 2D.
Shi, 2008 | 97% Basado en la regresion oSe basa en los porcentajes de residuos | eAsume linealidad en la prediccidn de
[106] (933 p) estadistica. a, By en la longitud de la secuencia. los contactos.

eGenera una ecuacion lineal simple.
Walsh, - Basado en RNA recursiva. eEmpleo de mapas de contacto eAlta complejidad de implementacion.
2009 [33] multiclase.

eEmpleo de algoritmo de recocido

simulado para la reconstruccién.

Cheng- (2 p) Basado en QPSO multicapas. eEmpleo de la heuristica PSO. oDificil alcanzar un éptimo global para
yuan, eBasado en el modelo Toy. grandes volumenes de datos.
2010
[141]
Mansour | (20 p, Basado en Algoritmo Genético. | ePropone nuevo método de eSdlo probado en secuencias pequefias
2010 Ls <64) cruzamiento y mutacion. de 10 y hasta 64 aminodcidos.
[143]
Zhao (12 p, Basado en RNA Condicionales | eMas potente que CRF (Conditional eMal rendimiento para proteinas B
2010 [99] | CASPS8, FM) | (CNF). random fields). grandes.

eBuen rendimiento en proteinas a y eBase de conocimientos no permite

pequefias proteinas 3 crear un mecanismo de interpretacion
simple.

Pezeshk | (1342 p) Basado en HMM doble cara. eToma en cuenta las dependencias eBase de conocimientos no permite
2010 entre emisiones (aminoacidos). crear un mecanismo de interpretacion
[160] eConsidera las dependencias entre simple.

ambas caras de la proteina.
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Métodos Efectividad Descripcion Ventajas Desventajas
Higgs (200 p, Basado en AG. eMétodo de remuestreo empleando eDepende de lo buena que sea la
2010 Rosetta) estructuras refinadas con anterioridad. | extraccion de la poblacién inicial.
[144] eEmplea la funcién de calidad de
Rosetta [31].
Custédio | (6 p) Basado en AG. eEmplea modelo sustitucién basado en | eBase de conocimientos no permite
2010 [34] similaridad. crear un mecanismo de interpretacion
simple.
Yang (CASP9) Basado en Regresion Logistica. | eEmplea la union de los pares de eNo puede aprovechar la informacion
2011 [22] residuos de las ALs mejores directamente de los vectores de
predicciones para cada uno de los p contactos.
predictores que la componen.
Howe (472 p) Basado en SVM. eEmplea una ventana local de rasgos. eEmplea prediccion previa de la
2011 estructura secundaria y de la
[117] accesibilidad solvente.
eBase de conocimientos no permite
crear un mecanismo de interpretacion
simple.
Ascencio- | 51% Basado en el vecino mas eEmplea 30 de 544 propiedades fisico- -
Cortes (5659 p) cercano. guimicas de los aminoacidos.
2011 [55] ePredice mapas de distancias.
Abu- 45.5% Combinacion de clasificadores | eCombinacion paralela de clasificadores | eBase de conocimientos no permite
Doleh (500 p) mediante un sistema neurodifuso crear un mecanismo de interpretacion
2012 [23] (ANFIS) y vecinos mas cercanos (kNN). simple.
Marquez- | — Basado en AG. eGenera un conjunto de reglas de eNo presentan un mecanismo de
Chamorr decisién que son empleadas en la interpretacion de la base de
02012 prediccién de mapas de contactos. conocimiento.
[142]
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Métodos Efectividad Descripcion Ventajas Desventajas
Deka (8 p) Basado en RNA. eDevuelve tres predicciones de la eBase de conocimientos no permite
2012 estructura, realizando la clasificacidon crear un mecanismo de interpretacion
[112] por voto mayoritario. simple.
e|ncluye algoritmo de gradiente descen-

diente y con aprendizaje adaptivo.
Mandle (4 p) Basado en SVM. eEmplea funcidén de base radial como eBase de conocimientos no permite
2012 nucleo. crear un mecanismo de interpretacion
[118] eEmplea un espacio de rasgos de alta simple.

dimension.
Chetia (3 p) Basado en RNA. eEmplean algunas técnicas de eBase de conocimientos no permite
2012 procesamiento de imagenes y de crear un mecanismo de interpretacién
[115] estadistica. simple.

eEmplea analisis de componentes

principales (PCA) y mapas auto-

organizados (SOM) para la reduccién

de la dimensién de los datos.
Ding 58.86% CNNcon. Basado en RNA eEmplea cascadas de redes neuronales. | eBase de conocimientos no permite
2013 (5300p) eEfectiva para proteinas grandes de crear un mecanismo de interpretacion
[173] hasta 450 amino acidos. simple.
Wang (1500p) Basado en restricciones eBrinda mas informacién que los oNo presentan un mecanismo de
2013 evolutivas y fisicas. Emplea métodos basados en mutaciones interpretacion de la base de
[174] programacion integrativa correlacionadas. conocimiento.

lineal y Random Forest.

Habibi 15% Basado en multiclasificador de | eLos clasificadores base son RNAs. eAlto costo computacional.
2013 tipo comité de expertos. eBase de conocimientos poco
[175] entendible.
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Métodos Efectividad Descripcion Ventajas Desventajas
Feinauer | 31.7% Basado en una maquina de eReduce el nimero de enlaces espurios. | eAltamente dependiente de la calidad
2014 (384p) inferencias que analiza la eNo se afecta la calidad de la prediccién | del alineamiento realizado.
[176] maxima vecindad de los con presencia de gaps.
contactos.
Kukic (3645p) Basado en RNA recursivas ePlantea un algoritmo de eBase de conocimientos poco
2014 bidimensionales. reconstruccion de la estructura entendible.
[177] terciaria de la proteina.
Schneider | 53.2% Basado en SVM eCombina la informacidn evolutiva con | eBase de conocimientos no permite
2014 (CASP10) las caracteristicas fisico-quimicas de crear un mecanismo de interpretacion
[178] los amino &cidos. simple.

*

Debido a la gran diversidad de métodos para el calculo de la efectividad empleado por los autores, a la reducida cantidad de proteinas empleadas en la

experimentacién y a la importancia atribuida a estos métodos, otros autores han recalculado el valor de efectividad el cual resulta entre 50y 53% [110].

* %

Este valor de efectividad ha sido proporcionado por otros autores, via experimental [42].
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Estado del Arte

Como se puede apreciar, el uso de las técnicas de aprendizaje automatico en la
prediccion de estructuras de proteinas ha experimentado un crecimiento acelerado en
los ultimos tiempos, alcanzando el 87% del total de las técnicas usadas hasta el
momento. Esto se debe, fundamentalmente, al alto nivel de adaptabilidad de estos
algoritmos. Dentro de las técnicas de aprendizaje automatico las mas empleadas son
los sistemas de combinacién de clasificadores con un 27% y las redes neuronales
artificiales con un 25%. Mientras que las maquinas de vectores soporte y los
algoritmos bio-inspirados han logrado el interés de los investigadores con un 17% y un
16%, respectivamente. Es por ello que este estudio estd enfocado a estas técnicas. Se
muestran ademas las nuevas perspectivas y tendencias en el campo de la prediccidon

de estructuras de proteinas.
4.3.- Conclusiones parciales.

El analisis del estado del arte permitié realizar un estudio extensivo de los métodos y
técnicas de aprendizaje automadtico aplicado a la prediccion de estructuras de
proteinas, proponiéndose una nueva taxonomia. Se evidencid, ademas, que
desafortunadamente los clasificadores mas efectivos suelen ser no comprensibles o no
presentan un mecanismo de interpretacién adecuado. Lo cual representa una ventaja
para las tareas de clasificacion, pero un impedimento para el entendimiento del

proceso de plegamiento de las proteinas.

Se evidencia que los datos derivados de la secuencia (estructura primaria), sélo
contribuyen en un 60 — 65% a la informacidon necesaria para la prediccion de la
estructura secundaria. Ademas, para lograr un incremento considerable en la
efectividad de las predicciones, se hace necesaria la incorporacidon de informacién

relacionada con la estructura terciaria [108], [110].

A modo de conclusiéon de este estudio, se visualizan tres lineas de investigacion
fundamentales: 1) crear una modelacién adecuada del proceso de plegamiento de las
proteinas, a partir de la informacién brindada por la secuencia de aminoacidos y su
relacion con la estructura terciaria; 2) abordar el problema de prediccion mediante el
empleo de combinacion de clasificadores; 3) trabajar en mecanismos de interpretacion

adecuados para el modelo obtenido.
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Capitulo 5

Multiclasificador propuesto (FoDT)

En este capitulo se presenta la metodologia propuesta para realizar la prediccion de los
mapas de contactos de las proteinas. La metodologia tiene como objetivo conocer
hasta qué punto un sistema basado en arboles es capaz de aprender la correlacidon
entre la estructura de residuos covalentes de una proteina y su mapa de contacto, ya

gue éste se calcula a partir de su estructura 3D conocida.
5.1.- Introduccion

Recientemente se han explorado métodos basados en algoritmos de aprendizaje
automatico y redes neuronales para predecir las distancias entre los pares acoplados
de residuos, asi como los mapas de contacto de las proteinas y aproximacién basada
en la clasificaciéon de residuos. En el algoritmo que se presenta, de igual forma que en
otros propuestos por la literatura, la prediccién se aborda como un problema de

clasificacién, aunque desde la perspectiva de la multiclasificacion.

Las principales motivaciones por las cuales se aborda la prediccién de mapas de
contacto con multiclasificadores radican en: que en mas de 30 afios y el empleo de una
gran variedad de algoritmos no se ha logrado encontrar uno que dé solucién al
problema (razon estadistica); la mayoria de los algoritmos propuestos parecen tener
dificultades para modelar este problema, el cual estd magnificado por su nivel de
desbalance, la alta cantidad de datos y la dificultad para diferenciar claramente
instancias o rasgos que permitan establecer fronteras entre las clases (razén de

representacion).
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5.2.- Hipdtesis bioldgica

La caracterizacion de los estados conformacionales, asi como la elucidacion del rol de
intermediarios, como las chaperonas y otras macromoléculas, conllevan al analisis de

nuevas hipdtesis sobre el proceso de plegamiento [179], [180].

El colapso hidrofébico es un evento que, supuestamente, ocurre durante el
plegamiento de las proteinas globulares [181]. Esta hipdtesis esta basada en la
observacion de que a menudo las proteinas en su estado nativo contienen en su
interior un nucleo hidrofébico de aminodcidos no polares de la cadena lateral,
guedando la mayoria de los aminodcidos polares o cargados en la cara expuesta de la
proteina (Figura 23). La estabilizacién energética se confiere a la proteina por el medio

acuoso circundante [182], [183].

La hipétesis postula que el colapso hidrofébico es un evento que ocurre antes de la
formacién de muchas de las estructuras secundarias y contactos nativos presentes en
la estructura terciaria de la proteina, aunque todavia no se han establecido todas las

interacciones entre aminoacidos.

'\.\Ufgl? »»»@
(A)

(B)

Figura 23. Colapso hidrofébico de proteinas globulares.
A) representa los aminoacidos sin plegar. B) representa la forma compacta de la proteina.
Los aminoacidos hidrofébicos estan representados con esferas negras y tienden a formar
nucleos hidrofébicos de aminodcidos no polares en el centro de la proteina.

El andlisis de la hipdtesis del colapso hidrofébico como evento importante en el

proceso de plegamiento de las proteinas globulares sugiere que:

1) La estructura nativa de una proteina viene determinada por su secuencia de

aminoacidos, es Unica, estable y se corresponde con un minimo de energia libre;

2) El plegamiento de proteinas esta guiado por la formacion de interacciones locales

entre aminodacidos que actlan como nucleos de plegamiento;
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3) La fuerza motora que determina el plegamiento de una proteina es la
estabilizacién energética que se logra secuestrando los residuos hidrofdbicos en el

interior de la proteina;

4) Y, que las proteinas chaperonas no contienen informaciéon sobre modelos
particulares de plegamiento, sino que ayudan a las proteinas mal plegadas a

encontrar su conformacion nativa.

Lograr una correcta modelaciéon del plegamiento de las proteinas es una tarea
complicada, sobre todo por el gran nimero de actores que intervienen en dicho
proceso. Con el objetivo de lograr la representacion del proceso de plegamiento, en

esta investigacion se realizé una simplificacion del mismo que implica:

1) Tomar en cuenta las caracteristicas fisico — quimicas de los aminoacidos objetivo
(que podrian o no entrar en contacto), lo cual podria ayudar a entender las

interacciones locales;

2) Descomponer el andlisis del plegamiento a cada una de las 400 posibles parejas de

aminodcidos que pueden formarse de forma independiente;

3) Tomar en cuenta la subsecuencia implicita entre los aminoacidos objetivos no
adyacentes, con la intencidon de analizar la influencia de dicha secuencia en el

plegado de la proteina.

4) lIgnorar la presencia de las chaperonas y otros actores externos que intervengan el

proceso del plegado correcto de la proteina.

La hipotesis aqui formulada, asi como la necesidad de empleo de un esquema
adecuado de clasificacidon brindan el sustento tedrico del algoritmo propuesto en la

presente investigacion.
5.3.- Codificacion del vector de entrada

En la bibliografia revisada son empleados diversos tipos de codificaciones, como se
muestra en el epigrafe 2.5.3 de este documento. Sin embargo, es de consenso general
el empleo de una vision holistica del problema, donde los clasificadores son
entrenados con todos los vectores que se forman a partir de las proteinas del conjunto

de entrenamiento.
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En esta investigacion se propone emplear un nuevo esquema para la representacion
del problema que minimiza esa visidon. Sobre la base de que la prediccién de contactos
interresiduales requiere del estudio de las distancias entre los residuos y su relacién
con el tipo especifico de residuo. Se propone analizar por separado cada una de las
parejas de aminodcidos que pueden formarse, lo cual representa la descomposicion
del problema en 400 sub-problemas (20 x 20 aminoacidos). Esta aproximacién no
simplemente cambia de la visidn holistica a una visidon reduccionista, sino que propone

una simplificacion al proceso de entrenamiento.

Como codificacién de las entradas, se emplean vectores de longitud 35. Estos incluyen
la informacion de la subsecuencia implicita entre los aminodcidos no adyacentes,
propiedades fisico-quimicas, asi como la distancia y la separacién a que se encuentran

en la secuencia (Figura 24).

Ay A —— Aminoéacidos — Ais Prop. Fisicas Prop. Quimicas Ss S, Clase
[0 ]2 [ 19 [20] [ 26 ] 27 ] [31[32]33] 3¢ |

Figura 24. Esquema de codificacidn de las entradas del multiclasificador.

Leyenda:

- Aminoacidos (Aa) [20 elementos] — Frecuencia de aparicion de los aminodcidos presentes en
la sub secuencia que se forma entre los aminoacidos analizados.

- Propiedades fisicas (Pf) [7 elementos] — Frecuencia de las propiedades fisicas de los
aminodcidos presentes en la sub secuencia que se forma entre los aminodcidos analizados.
Pf = {Hidréfobos, No Hidrofobos, Hidrofobicidad desconocida, Polares, No Polares, Basicos,

Acidos}.

- Atomos (At) [5 elementos] — Frecuencia de los componentes quimicos (&tomos) presentes en
la sub secuencia que se forma entre los aminoacidos analizados.
At = {Hidrégeno (H), Carbono (C), Oxigeno (O), Azufre (S), Nitrégeno (N)}.

- Separacién en la secuencia (Ss) [1 elemento] — Separacidn en la secuencia (Ss) de los
aminodcidos analizados.
- Longitud de la secuencia (SL) [1 elemento] — Tamaiio de la proteina.
- Clase (CL) [1 elemento] — Si se produce o no un contacto.
_ {Contacto, No — Contacto}, Para mapas de contacto binarios
L= {Distancia euclideana |A; — A,|, Para mapas de distancias

Para un par de aminodcidos (A1, A2), los primeros 20 elementos del vector (Aa)
representan cada uno de los aminoacidos principales que conforman las proteinas.
Aqui se registran las frecuencias de aparicidon de los mismos en la subsecuencia que se
forma entre A1y A2 cuando no son adyacentes. Para representar las propiedades fisico

— quimicas de los aminodcidos (Pf), son necesarios siete elementos en el vector. En
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este segmento se busca encontrar la influencia de las propiedades de hidrofobicidad y
carga de los aminoacidos en el plegamiento de la secuencia. También resulta
interesante conocer la relacién que puedan tener los atomos (At) de los residuos de
cada aminodcido en la formacidn de los enlaces no covalentes o débiles, que dieron
lugar al plegamiento que presenta la subsecuencia analizada. Para ello se emplean
cinco elementos en el vector, en los cuales estan registrados la cantidad de moléculas
de hidrégeno, carbono, oxigeno, azufre y nitrégeno que existe en la subsecuencia. Por
ultimo, en el vector se incluyen datos mas generales como la separacién a que se
encuentran los aminoacidos objetivo en la secuencia (Ss), la longitud de la proteina (Ls)

y la clase que se le asigna a dicho vector.

Para asignar el valor que toma la clase (CL), es necesario calcular primeramente la
distancia Euclidea (D) entre las posiciones espaciales de ambos aminodcidos (Ecuacién
1). Luego, en dependencia de si se estda empleando un mapa de distancias, entonces se
asigna el valor continuo D. Pero, si se estd empleando mapa de contactos, entonces es
necesario discretizar D antes de asignar el valor a CL. El criterio de discretizacidon

empleado se describe en las ecuaciones 2 y 3.
Caso de estudio

Para comprender el funcionamiento de la codificacién se diseid el siguiente caso de
estudio (Figura 25): dada una proteina con secuencia “GVIANVKCAKISRQVALEPCKKG-
MRFGKCMNGKCHCTPQ”, se desean extraer los vectores correspondientes a la pareja

de aminoacidos [A, A].

GVIANVKCAKISRQVALEPCKKGMRFGKCMNGKCHCTPQ

—————— Aminoacidos ------ Clase
A-A
[A-4] A[N[V|K|C|I|[S|R|Q A2 Clase AVC_-——-2
Al[aa]
ANVKCAKISRQVA==-->|0|1|1|1|1]|0|0|0]0 0 o c V| 20x20
[ > C| ‘A XD .
ANVKCAKISRQVA===>[|1 |1 (2|2 |1|1|1|1|1 [+ — NC |
ANVKCAKISRQUA===>|0 (0|1 |1|0 (1 1 |1(1 (1 1 — C iu

Figura 25. Codificacion propuesta, caso de estudio.

Para extraer los vectores que se forman para la pareja [A, A] son analizadas, en primer
lugar, todas las combinaciones de subsecuencias que pueden formarse donde el

primer y el ultimo aminodcido sea A. Una vez que se extraen las subsecuencias, se
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computan cuantas veces aparecieron los distintos aminoacidos que la componen. Al
numero de veces que aparece un aminodcido se le denomina frecuencia de aparicidn
en la subsecuencia. El valor de dicha frecuencia es reflejado en el vector, en la posicién
correspondiente a cada aminoacido. En caso de los aminoacidos que no aparecen en la
subsecuencia, se le asigna valor de frecuencia cero. Asimismo se procede con las
propiedades fisico-quimicas, donde se computa cuantos aminodcidos hay que sean o

no hidrofdbicos, polares o no polares, acidos o basicos.

El mismo patrdn se sigue para calcular la cantidad de atomos que estan implicados. En
ese caso sblo se toman en cuenta los atomos pertenecientes a los residuos, debido a
que los del esqueleto principal de cada aminoacido (backbone) no varian en su
composicion. El objeto de este segmento de la codificacidn es intentar descubrir la

relacion entre los &tomos y los enlaces débiles que se puedan formar.

De igual manera que como se procedié con la pareja de aminodcidos [A, A], se forman
los vectores para cada pareja de aminodcidos posible a formarse en la secuencia de la

proteina dada.
5.4.- Preprocesamiento de los datos

En la clasificacion supervisada se conoce un universo de objetos pertenecientes a un
conjunto de clases y el problema consiste en, llegado un nuevo objeto poder
establecer su relacién con cada una de las clases [184]. La utilidad del conocimiento
extraido a partir de los datos mediante los métodos de aprendizaje automatizado
depende en gran medida de la calidad de esos datos. De manera general,
independientemente del clasificador supervisado que se utilice, la calidad de los
resultados de clasificacidon estard dada en gran medida por la calidad del conjunto de
entrenamiento. Si éste no es representativo del problema que se investiga, posee
ruido, o tiene objetos innecesarios o superfluos, el clasificador supervisado se vera

afectado irremediablemente.

Dentro de las caracteristicas deseadas de un algoritmo clasificador se encuentran una
alta precision y eficiencia computacional. Lo cual se traduce en que el algoritmo
clasifigue bien, y que ademds lo haga con poco coste computacional, tanto de

almacenamiento como de tiempo. Sin embargo, en problemas como la prediccion de
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mapas de contactos de proteinas, no existe claridad respecto a qué rasgos son
relevantes para la tarea de clasificacidn, y se incluyen varios de ellos para tratar de no
perder ningun posible pardmetro. Muchos de estos rasgos son completamente
irrelevantes con respecto al proceso de clasificacion, haciéndolo mds complejo e

introduciendo ambigtiedades en los datos.

Una via para mejorar los conjuntos de entrenamiento de los clasificadores
supervisados es la seleccién de objetos o edicién del conjunto de entrenamiento. En
este proceso se trata de obtener sélo los ejemplos mas representativos del conjunto
de datos, ya sea tratando de reducir el niumero de objetos sin afectar la calidad del

clasificador o eliminando los objetos ruidosos.

La prediccion de mapas de contactos de proteinas encara los tres desafios

fundamentales dentro del aprendizaje automatico:

e Volumen: se genera un gran nimero de vectores por cada una de las proteinas. La
cantidad de vectores esta determinada por la longitud de las secuencias de las
proteinas (Ls), estando definida por la ecuacion Ls * (Ls -1) / 2. Lo cual significa que
para proteinas de Ls = 100, se generan 4950 vectores. En el conjunto de
entrenamiento de 12830 proteinas las longitudes de las secuencias oscilan entre

100 y 400 aminodcidos.

e Coste: el coste de las predicciones de los contactos no es el mismo que el de los no
contactos, debido al desbalance que existe entre las clases (la proporcién entre

contacto y no contacto sigue aproximadamente la ratio 1:13).

e Desbalance: el entrenamiento a partir de datos desbalanceados, generalmente,
provoca mal funcionamiento de los algoritmos de aprendizaje automatico. Los
clasificadores logran muy buenas precisiones con la clase mayoritaria, no siendo
asi con la minoritaria. En estos casos muchos clasificadores pueden considerarlos
como rarezas o ruido y no tener en cuenta la distribucion de los datos,
centrandose Unicamente en los resultados de las medidas globales. Es por ello que
muchas de las medidas que tradicionalmente son usadas para medir la calidad de
un clasificador son consideradas inadecuadas en el contexto de los conjuntos de

entrenamiento no balanceados.
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Teniendo en cuenta las caracteristicas de este problema, se hace necesario realizar el
anadlisis de la naturaleza de los datos y disefiar una estrategia de preprocesamiento

adecuada.
5.4.1.- Andlisis de la naturaleza de los datos

Con el objetivo de determinar tanto la técnica de preprocesamiento que mas se ajusta
a la naturaleza de los datos, como la codificacion mds apropiada para el algoritmo que
se propone, fueron realizados los andlisis de la distribucién de los contactos
interresiduales, el nivel de balance/desbalance entre clases (contactos y no contactos)

y la distribucion de los motivos estructurales.
Distribucion de contactos

Con el objetivo de realizar el estudio de la distribucién de los contactos interresiduales,
fueron analizadas las frecuencias de aparicién de los mismos en funcién de la
separacion de los residuos en la secuencia para diferentes umbrales. Se empleé como
rango desde 5A hasta 15A. Estos valores se tomaron teniendo en cuenta los mas
frecuentemente citados en la literatura (5 — 12A). Ademas, fueron analizados umbrales
en el rango de 13 y 15A tal que permitiera analizar el comportamiento de la

distribucién de contactos para estos valores a medida que aumentaban.

Grafico de tendencia
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Figura 26. Comportamiento de la ocurrencia de los contactos en funcién del umbral.
Andlisis realizado con 53 proteinas globulinas. Longitud de secuencia maxima de 300
aminoacidos. Los contactos fueron calculados teniendo en cuenta la secuencia completa.
Los umbrales empleados se establecieron en el rango de 5 a 15A. El incremento de los
contactos describe una funcién exponencial.
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En la Figura 26 se muestra la grafica del comportamiento de la ocurrencia de los
contactos en funcién del umbral. Este analisis permite observar el incremento que se
produce a medida que establecen valores de umbrales mayores para la ocurrencia de
contactos. Este incremento parece describir una funcién exponencial con muchos

grados de apertura.

Mediante la representacién del histograma de la frecuencia de los contactos en la base
de datos de proteinas en funcién de la separacién de la secuencia de residuos, se
demuestra que el patrén de distribucién de los contactos esta lejos de ser uniforme
(Figura 27), y que los contactos se concentran, predominantemente, en los residuos

que se encuentran cercanos en la secuencia.
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Figura 27. Histograma de distribucion de los contactos.
Representacion grafica de las frecuencias de los contactos en funcion de la separacién en la
secuencia de los residuos para umbrales de 5 a 15A. Asumiendo una pérdida del 5% de los
contactos, el 95% se concentra en las separaciones en la secuencia, menores e iguales que
140 aminodcidos.

No obstante, a partir de una separacién en la secuencia superior a los 100
aminodcidos, se produce un comportamiento casi lineal en la aparicién de contactos,
practicamente con monotonia cero, lo cual evidencia que el nimero de contactos (N¢)
se incrementa, aproximadamente, linealmente con la longitud de la secuencia de la
proteina, mientras que el nimero de no contactos (Nyc) se incrementa con el cuadrado

de la longitud de la proteina.
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Teniendo en cuenta que el modelo propuesto podria hacerse impractico debido a la
gran cantidad de recursos que podria consumir, se analizé a qué separaciones en la
secuencia se concentrd el 95% de los contactos, para cada uno de los umbrales (ver
leyenda, Figura 27). Este estudio demostrd que para una separacion de 25 residuos se
puede encontrar el 80% de los contactos, mientras que para una separacion maxima
de 140 residuos se puede garantizar retener la informacion referente a la aparicién de
los contactos en las proteinas con apenas un 5% de error. Lo cual permite crear un
modelo mas factible desde el punto de vista de coste computacional, tanto en

almacenamiento como en procesamiento de la informacién.

Este estudio también evidencié que tanto para el umbral de 8A (el mas empleado en la
literatura) como para el resto de los umbrales, se obtiene practicamente la misma
distribucién de contactos, notandose que el 95% de los contactos se encuentra en
separaciones inferiores a 140 residuos. Para aportar mas informacién al proceso de
aprendizaje, se decide entrenar el algoritmo propuesto con los contactos que se

encuentren a una longitud maxima de 140 aminodacidos.
Balanceo de clases

Con el fin de determinar el nivel de desbalance entre contactos y no contactos, fueron
analizados los mapas de contactos de una muestra de 12830 proteinas heterogéneas,
tomadas del Protein Data Bank (PDB) [6], las cuales cumplen con el criterio de
identidad menor del 30%. Se calculd cuantas veces aparece cada par posible de

aminodcidos, y de ellas, cuantas veces estuvieron o no en contacto (Figura 28).
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Figura 28. Histograma de distribucidn de clases realizado a12830 proteinas de identidad 30%.

Acorde a lo reportado por la literatura especializada, este analisis evidencid que los

mapas contienen en promedio un numero de contactos (N¢) mucho menor que el
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numero de no contactos (Nyc) [48], [59], [185], donde la razén de desbalance (N¢/Nnc)

es de alrededor 1 contacto por cada 13 no contactos.
Distribucion de los motivos estructurales

En este estudio se tuvo en cuenta la distribucion de los motivos estructurales (hélices

alfa y ldminas beta), atendiendo al numero de residuos que conforman el motivo

(Figura 29).
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Figura 29. Histogramas de distribucién de motivos estructurales.
El 80% de los motivos estructurales se encuentra en separaciones entre 2 y 10 residuos.

Como se puede apreciar en la Figura 29, la longitud promedio de las laminas beta son
menores que las hélices alfa. Las hélices aparecen con tamaios de 3 a 20 aminoacidos,
mientras que las l[dminas beta ocupan regiones de 2 a 10 aminodcidos. Como
promedio, el 80% de los motivos estructurales se concentran entre los 2 a 10
aminodacidos. Esta conclusiéon confirma el analisis hecho con la distribucién de

contactos.

A pesar de que existen evidencias de que la interaccién a largo alcance sea quién
estabilice el plegamiento de la proteina, el andlisis de la naturaleza de los datos
demuestra que los contactos no se encuentran distribuidos aleatoriamente. Sino que
se agrupan mayormente en interacciones cercanas, concentrandose el 80% a menos
de 25 residuos, un 15% a no mas de 140 residuos, y sélo un 5% a mas residuos de

separacion.
5.4.2.- Estrategia genética simulada (EGS)

El coste y el desbalance se encuentran estrechamente relacionados en el problema de

prediccién de mapas de contactos. Sin embargo, debido a la dificultad que implica
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asignar costes a la prediccidén de contactos, en este problema se atacé el problema del

desbalance.

Existen numerosas técnicas para el tratamiento del desbalance de datos [186]. Estas
pueden clasificarse empleando la taxonomia que se muestra en la Figura 30, donde las

principales aproximaciones son:

1. A nivel de los algoritmos de aprendizaje: no modifican la distribucién de los datos,

se centran en el ajuste de coste por clase, ajuste de la estimacion de probabilidad
en las hojas de arboles de decision, aprender de una sola clase, entre otras [187]—

[189].

2. A nivel de distribucion de los datos: modifican la distribucién de los datos

haciendo remuestreo, ya sea reduciendo la clase mayoritaria eliminando ejemplos
(submuestreo), o aumentando la clase minoritaria creando nuevos ejemplos

(sobremuestreo) [190]-[192].

3. Aproximaciones Boosting: generan clasificadores con pesos de forma secuencial y

construyen un ensamblado por votacién. Esta es una solucién mucho mas
compleja pero tiene como ventaja que es aplicable a cualquier tipo de error de

clasificacién [186].

Tratamiento del
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Figura 30. Taxonomia de técnicas de tratamiento del desbalance.
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En esta investigacion se disefid un nuevo algoritmo de remuestreo, la Estrategia
Genética Simulada (EGS). Este algoritmo realiza un sobremuestreo basado en la
probabilidad de aparicidn de los aminoacidos en las secuencias y emplea una

estrategia genética para la generacidén de nuevas instancias.

Para generar las nuevas instancias, se emplea la estrategia genética que se muestra a

continuacion (Algoritmo 1):

Algoritmo 1. Estrategia genética simulada (EGS).

Entrada:

. P: Poblacidn inicial, contiene todas las instancias de la clase “Contacto”.
Salida:
° P’: Poblacidn final.
Algoritmo:
1 P’=pP
2:  while (funcionParada(P’))
3: | H=Cruzar(SeleccionPadres(P’))
4: |  H’ = Mutar(H)
5. | H”=Evaluar(H’)
6 L p’=Seleccionar(H”)
7: return P’

Como se muestra en el algoritmo, la poblacion inicial es el total de instancias de la
clase “Contacto”. Esto se debe a que ya el nimero de vectores es significativamente
menor que los de la clase “No Contacto”. Ahora, al seleccionar una poblacién menor

se corre el riesgo de no cubrir adecuadamente el espacio de busqueda.

El esquema que se siguid para la seleccion de los padres es la seleccién por torneo.
Este esquema constituye un procedimiento de seleccidon de padres muy extendido y en
el cual la idea consiste en escoger al azar un nimero de individuos de la poblacion,
tamafio del torneo (en este caso con reemplazo), seleccionar el mejor individuo de
este grupo (se le asigna una probabilidad de cruce que favorece a aquellos que no se
han cruzado antes), y repetir el proceso hasta que el nimero de individuos
seleccionados coincida con el tamafio de la poblacidn. El algoritmo propuesto permite
la seleccién de individuos sin que necesariamente sean los mejores, asignandoles una
probabilidad de seleccion distinta a cero, por lo que puede ser considerada una

seleccion preservativa.
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La estrategia genética simulada aplica el supuesto que siguen los algoritmos de
prediccion de estructura basados en plantillas, la cual plantea que secuencias similares,

con mas de un 30% de identidad, deben tener conformaciones espaciales similares.

Teniendo en cuenta esto, se empled el cruce basado en un punto, en el cual los dos
individuos seleccionados para jugar el papel de padres son recombinados por medio
de la seleccion de un punto de corte, para posteriormente intercambiar las secciones
gue se encuentran a los lados de dicho punto. El punto de cruce se establecié en el
centro del cromosoma que permite cruzamiento en el vector (Figura 31), lo cual
garantiza que los hijos se parezcan en, al menos, un 50% a sus padres. De esta forma

se garantiza cumplir con el supuesto del modelado por homologia.

Ay A —— Aminodcidos — A Prop. Fisicas Prop. Quimicas S S, Clase
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Figura 31. Operador de cruce empleado en la EGS.
En la figura se muestran dos de los cuatro nuevos hijos que se obtienen combinando la
parte izquierda y derecha del cromosoma a la hora de realizar el cruce entre padres. El
resto del vector (propiedades fisico-quimicas, separacion en la secuencia y longitud de la
secuencia), tiene que volver a ser calculado, la clase se asigna “Contacto” para mapas
binarios o el promedio de ambos padres para mapas de distancias.

Las propiedades fisico-quimicas, las frecuencias de los atomos, la longitud de la sub-
cadena, son parametros que tienen que ser recalculados para cada uno de los cuatro
hijos resultantes del cruce. En el caso de la longitud de la secuencia, se asume la mayor
de ambos padres (valor obtenido empiricamente). Para vectores de mapas de
contactos, la clase se mantiene siendo “Contacto”, sin embargo, cuando se esté
empleando mapas de distancias, a la clase se le asigna el promedio de las distancias de

ambos padres.
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La mutacidn es un operador bdsico, que proporciona un pequeifo elemento de
aleatoriedad en la vecindad (entorno) de los individuos de la poblacién. Aunque el
operador de cruce es el responsable de efectuar la exploracion a lo largo del espacio
de posibles soluciones, el operador de mutacién introduce un nuevo elemento en la

creacion de individuos en la nueva poblacion.

En la estrategia propuesta, el operador de mutacién reemplaza un aminoacido en el
cromosoma del nuevo hijo. La seleccion de qué aminodcido sera reemplazado se
realiza aleatoriamente, aunque no se reemplaza por otro aminoacido cualquiera, sino
qgue se recurre al empleo de una matriz de sustitucidn. Debido a que cada nuevo hijo
tiene identidad del 50% con sus padres, la matriz seleccionada es BLOSUM®64 (Anexo
1). De esta forma se garantiza que hijos mutados y padres mantengan similar

identidad.

En la mayoria de las implementaciones de algoritmos genéticos se asume que tanto la
probabilidad de cruce como la de mutacidon permanecen constantes, sin embargo, en
este caso la probabilidad de mutacion se incrementa en 0.025 a medida que aumenta
el numero de iteraciones. Esto se hace con la intencién de disminuir la probabilidad de

gue existan hijos repetidos en la poblacidn.

Para la evaluacion de los nuevos individuos, se realiza un proceso de alineamiento con
sus padres, empleando alineamiento local con el algoritmo Smith-Waterman [176],
[193], [194], el cual esta basado en el uso de algoritmos de programacion dindmica, de
tal forma que garantiza que el alineamiento local encontrado es éptimo con respecto
al sistema de puntajes usado (Anexo 1). Como medida de calidad del individuo, se le

asigna el valor promedio de la identidad entre éste y sus padres.

De los hijos evaluados sélo se podran seleccionar en la poblacién inicial aquellos cuya
evaluacion sea superior al 50%, una vez mas, para garantizar el supuesto del modelado

por homologia.

La funcion de parada de la EGS incluye dos criterios: el algoritmo propuesto realiza
tantas iteraciones como sean necesarias, hasta lograr que el nivel de desbalance entre
las instancias de “Contacto” y “No Contacto” desaparezca; realizar un maximo de

iteraciones equivalente al doble de la razén de desbalance, valor que se obtuvo
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empiricamente y busca garantizar suficientes hijos, tal que los desestimados por el

operador de insercidn no afecten el tamafio de la generacién resultante.

El costo computacional de este algoritmo puede calcularse en funcién del tamano de
la poblacién, el numero de generaciones y de costo de la funcién de evaluacidn.
Donde, si se toma en cuenta que el tamafio de la poblacién inicial se corresponde con
las instancias de la clase “Contacto” y que el numero de hijos producto del
cruzamiento equivale a 4 veces el numero de padres, entonces el costo asociado al
tamafio de la poblacién equivale a 4/13-n (ver epigrafe 5.4.1, analisis de la naturaleza
de los datos). El nimero de generaciones maxima equivale al doble de la razdén de
desbalance, por lo que se considera un costo constante (26 para el caso mas critico).
Mientras que la funcién de evaluacidn compara el nivel de balance entre clases
(tamaiio de los arreglos), considerandose constante. De lo cual se deduce que la

estrategia genética simulada (EGS) es un algoritmo con complejidad lineal, O(n).
5.5.- Diseio del multiclasificador FoDT

La solucién que se presenta en este trabajo, denominada FODT (Forest of Decision
Trees), combina los resultados de 400 arboles, uno por cada pareja de aminodcido
posible (20 x 20). Para obtener como resultado final una unica prediccidon conjunta,
FoDT combina las respuestas de los clasificadores base, tomando en cuenta la
prediccidén realizada por el arbol que fue entrenado para un par de aminodcidos
especifico (Figura 32). De esta manera, FoDT va construyendo el mapa de contacto

correspondiente a la proteina que se esta prediciendo.
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(D) Datos (C) Rasgos (B) Clasificacion (A) Combinacion

Figura 32. Arquitectura del multiclasificador FoDT.
La diversidad en el multiclasificador se logra en el nivel de datos (D), donde cada
clasificador base recibe sdélo la informacion referente al par de aminodcidos para el que
serd entrenado. En el nivel de rasgos (C), se generan los vectores segun la codificacidon
explicada en el epigrafe 5.3. Los clasificadores base (B), emplean el mismo algoritmo de
construccién de drboles. La combinacién (A), se realiza mediante la seleccion del
clasificador adecuado para cada caso que entra al multiclasificador

En FoDT, cada uno de los 400 clasificadores base se especializa en la solucién de un
problema especifico, relacionado con la prediccién de la aparicion de posibles
contactos para la pareja de aminoacidos que representa. Para lograr este efecto, se

adopté una arquitectura horizontal o paralela.

Esta arquitectura resulta muy sencilla de implementar debido a la independencia entre
los clasificadores base y a que la parametrizacién inicial de cada uno es la misma. A
diferencia de la mayoria de los esquemas de este tipo, como Random Forests, Arbitros
de Arboles y Combinacidn de Arboles, entre otros, donde todos los clasificadores base
estdn activados a la vez, en FoDT sélo se activa un clasificador por vez, en dependencia
del par de aminoacidos que se esté prediciendo. Esto reduce significativamente el
elevado coste computacional que caracteriza a los multiclasificadores de arquitectura

paralela.

En FoDT se emplea un unico algoritmo de construccién de los clasificador base, la
diversidad se logra a partir de la variacion de los datos de entrenamiento. Por lo que

FoDT podria agruparse en la misma categoria que Bagging, Random Forests, Random
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Subspaces y Boosting. No obstante, muestra notables diferencias respecto a estos

clasificadores.

Los conjuntos de entrenamientos que se emplean en FoDT son disjuntos y no emplean
reemplazamiento con bootstrap, en lo cual difiere de Bagging y Random Subspaces.
Ademas, el vector de entrada en el entrenamiento de cada uno de los clasificadores
contiene todos los atributos del conjunto inicial y la prediccion ocurre mediante la
seleccion del clasificador adecuado para cada problema, lo cual hace FoDT

notablemente diferente de Random Forests y cualquiera de sus variantes.

Esta arquitectura de 400 clasificadores base es rigida, debido a que responde a todas
las posibles combinaciones de parejas de aminodcidos que puedan formarse (20 x 20).
Esta caracteristica hace que FoDT difiera también de Boosting, que construye los
clasificadores base de forma iterativa en dependencia de las instancias mal

clasificadas.

En cuanto a la arquitectura paralela escogida para FoDT y al empleo de arboles como
clasificadores base, también podriamos incluirlo en la familia de multiclasificadores
como Arbitros de Arboles y Combinacion de Arboles. Pero, en este caso, difiere de
ambos clasificadores en que FoDT sdlo emplea un nivel de clasificacidn, o sea, la salida

de clasificadores base no son empleadas como entrada de un nuevo nivel en cascada.
5.5.1.- Andlisis de la diversidad

La diversidad de los clasificadores base ha sido obtenida a través de distintas
estrategias, pero la mayoria se basa en hacer algun tipo de modificacién en el conjunto
de entrenamiento de cada uno de los clasificadores base. Ya sea tomar distintos
subconjuntos para el entrenamiento (Bagging y Random Subspaces), seleccién de los
atributos que se emplean (Random Forests), entrenamiento iterativo variando los

pesos de las instancias que se van a utilizar (Boosting).

La diversidad de FoDT se logra, de igual manera, incidiendo sobre el nivel de base de
datos (Figura 32.D). Las instancias que componen el set de entrenamiento son
separadas para cada pareja de amino acidos posible a formarse (400 subconjuntos de
datos). Sin embargo, en el nivel de extraccion de rasgos (Figura 32.C), se mantiene el

mismo vector de caracteristicas para todos los clasificadores base. Esto fuerza a que
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cada clasificador base se construya, Unicamente, en dependencia de las instancias que

recibe, logrando la deseada diversidad (Figura 32).

Este método presenta varias ventajas:

Sencillez: es la mayor de todas las ventajas, debido a que no requiere de un
esfuerzo computacional extra para lograr la diversidad ni depende de

configuraciones de estados anteriores

Versatilidad: la estrategia para lograr la diversidad es totalmente

independiente al clasificador base empleado, lo que la hace facil de exportar.

No ambigua: no presenta componente aleatorio alguno, dividiendo el espacio
de busqueda en regiones fijas, por lo que siempre genera las mismas 400
poblaciones iniciales de instancias. Esto permite la reproduccién exacta de la

experimentacion.

5.5.2.- Seleccion del clasificador base

Algunos algoritmos constructores de clasificadores base que podrian haber sido

empleados son: las redes neuronales artificiales (ANN) [195], las maquinas de vectores

soporte (SVM) [196], los clasificadores bayesianos (BNs) [197], vecinos mds cercanos

(kNN) [198], arboles [199], entre otros.

En los casos de las ANN y SVM, se trata de clasificadores que maximizan su desempefio

en problemas linealmente separables. En la (Tabla 4) se presenta una comparacién

rapida de los tipos clasificadores base mas populares y el clasificador base propuesto

(arboles de decision, DTs).

Tabla 4. Comparativa de clasificadores base.
Algoritmo UELCE Tipo de Problema Tipo de Clasificador B?se
datos conocimiento
ANN Numeéricos Se beneficia de que el | Multiclase Matriz
problema sea numérica
linealmente separable
SVM Numeéricos Se beneficia de que el | Dividen el espacio en Matriz
problema sea dos (clasificadores vectores
linealmente separable | binarios)
BNs Numéricosy | Cualquier tipo de Multiclase Probabilidades
Nominales problema
kNN Numéricosy | Cualquier tipo de Multiclase Matriz de
Nominales problema entrenamient
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o
Arboles Numéricosy | Cualquier tipo de Multiclase (decisién) / | Conjunto de
Nominales problema Clase numérica reglas
(regresion)

Debido a que se pretende trabajar con datos numéricos (distancias) y nominales
(contactos y no contactos), a que no se conoce si el problema es linealmente separable
0 no y a que se requiere contar con un modelo que sea facilmente interpretable, la
mejor opcién podria ser el empleo de arboles, tanto de regresién (M5’) como de
decisiéon (C4.5). Sin embargo, se impone realizar un estudio experimental para la

seleccion del algoritmo de construccidn del clasificador base mas adecuado.
Analisis experimental

Para el desarrollo de la experimentacion fueron seleccionados algunos de los
algoritmos de aprendizaje supervisado mds empleados: red neuronal feet-forward
(ANN), red bayesiana (BNs), k-vecinos mas cercanos (kNN) y arbol de decisién (DTs).
Fueron empleadas las implementaciones de Weka [200], manteniendo sus
configuraciones por defecto. Como vector de entrada, se utilizé la codificacién

propuesta en esta investigacion.

Esta experimentacién busca determinar el domino de aplicacién de los algoritmos
seleccionados. Con este propdsito, fue empleado el conjunto de proteinas propuesto
en el Anexo 2. En la Tabla 5, se muestran los resultados de la experimentacion para

cada uno de los motivos estructurales analizados.

Tabla 5. Estudio comparativo del desempefio de los algoritmos en cuanto a las medidas de Efectividad
(Acc), Cobertura (Cov), Media armdnica (F-measure) y drea bajo la curva ROC (AUC).

Dominios Métodos Acc Cov Fmeasure AUC
alpha ANN 0.874 0.540 0.667 0.907
alpha BNs 0.182 0.792 0.296 0.901
alpha DTs 0.884 0.613 0.724 0.910
alpha kNN 0.503 0.583 0.540 0.863
beta ANN 0.715 0.568 0.633 0.862
beta BNs 0.184 0.740 0.295 0.876
beta DTs 0.825 0.558 0.666 0.887
beta kNN 0.525 0.519 0.522 0.834
alpha/beta ANN 0.809 0.596 0.686 0.881
alpha/beta BNs 0.162 0.767 0.267 0.893
alpha/beta DTs 0.849 0.651 0.737 0.913
alpha/beta kNN 0.561 0.583 0.572 0.853
alpha+beta ANN 0.918 0.426 0.582 0.811
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alpha+beta BNs 0.181 0.695 0.287 0.850
alpha+beta DTs 0.874 0.528 0.659 0.903
alpha+beta kNN 0.461 0.449 0.455 0.803

Con la intencidn de establecer si existen diferencias estadisticamente significativas en
el comportamiento de dichos algoritmos, fueron aplicados un test de Friedman con
rangos y los procedimientos post-hoc de Bonferroni-Dunn, Holm, Hochberg and

Hommel con un o =0.10 [201].
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Figura 33. Comparacioén visual del desempefio de los algoritmos para cada dominio de aplicacidn.
Los algoritmos conectados por la linea gruesa no muestran diferencias estadisticamente
significativas en su rendimiento. Luego de aplicar los test post-hoc de Bonferroni-Dunn,
Holm, Hochberg and Hommel con un a = 0,10.

La Figura 33 muestra claramente que, para cada uno de los dominios de aplicacién, el
arbol de decision presenta un mejor desempefio que el resto de los algoritmos. A
excepcion de las proteinas con motivos estructurales beta, donde no existen
diferencias significativas en el comportamiento de los algoritmos, en el resto de los

subconjuntos, DTs es significativamente mejor.

Estos resultados en conjuncién con la capacidad explicativa de los DTs, lo convierten
en el algoritmo adecuado para la construccion de los clasificadores base del

multiclasificador que se propone en la presente investigacion.

Como valor afiadido se puede senalar que los arboles son una coleccién de nodos
conectados entre si, cada uno con un ascendiente (a excepcién del nodo raiz que no
tiene), y cero o mas descendientes. A los nodos sin descendientes se les conoce como
hojas y tienen asociada una clase (para el caso de decisidn) o una funcién de regresién
(para el caso de regresion). Los nodos que no son hojas contienen una funcién con la
gue evaluar la instancia que se esté clasificando[199], [202], [203]. Donde, el proceso
de clasificacién consiste en ir recorriendo los nodos desde la raiz hasta una hoja. El

recorrido viene dado por como “responda” la instancia a cada una de las decisiones
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que el arbol planteard en cada nodo, de forma que cada posible respuesta puede
interpretarse como un conjunto de reglas Si, Entonces, Sino. Dandoles asi capacidad

explicativa a estos algoritmos.

Por tal motivo, el multiclasificador FoDT fue evaluado empleando tanto arboles de
decisidon como de regresion. En el caso de decision, se empled el J48, implementacidn
de Weka del C4.5, propuesto por Quinlan [199], [204]. En el caso de regresion se

empled el M5’ [205], también la implementacién de Weka.
5.5.3.- Combinacion de los resultados

Para garantizar una toma de decisién del multiclasificador propuesto, se disefid una
arquitectura que emplea una combinacién simple de los clasificadores base, mediante
la seleccidn, donde cada clasificador base soluciona un problema por separado, por lo

gue puede considerarse independencia y cooperacion entre clasificadores.

El proceso de seleccién ocurre tanto en la fase de entrenamiento como en la de
clasificaciéon. Debido a que a cada uno de los 400 clasificadores base llegan sdlo las
instancias pertenecientes a un par de aminodacidos especifico, luego durante la
clasificacién, para una instancia dada, se selecciona cudl de los 400 clasificadores debe

ser activado y se toma el resultado que devuelve.
5.6.- Filtrado de la clasificacién

Uno de los principales inconvenientes de FoDT es la sobreprediccidon de contactos. El
numero de contactos predicho viola el nimero de contactos reales, observados, que
puede establecer un aminodcido en la estructura 3D de la proteina. Con la intencién de
disminuir este efecto indeseado, se diseid un procedimiento de filtrado que incluye el
analisis del orden de contactos (CO), la propensidon de los aminodacidos de entrar en

contacto y restricciones basadas en la estructura secundaria.
5.6.1.-Orden de contactos (CO) e indice de contactos multiples (MCl)

Como parte del filtrado se adiciond una nueva restriccion al algoritmo tal que se tenga
en consideracion la correlacion entre la constante de plegamiento (k) y la topologia de

la proteina, mediante el parametro orden de contactos (CO).

— 1 yNyN
CO = X' X7 AZ; (17)
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donde N es la cantidad total de contactos en la proteina, AZ;; es la separacion en la

secuencia a que se encuentran los residuos iy j, y L es la longitud de la proteina.

En una proteina con bajo €O, por lo general, los residuos interactian con otros que se
encuentran cercanos en la secuencia. Por lo que un alto CO implicaria la existencia de

un gran numero de interacciones a largo alcance [32], [56], [206].

Para disminuir la sobreprediccion de contactos, los contactos predichos son filtrados
teniendo en cuenta la cantidad de contactos que cada tipo de residuo puede tener
[48]. El procedimiento de filtrado se basa en el niumero de coordinacién de residuos
(occupancy data or residue coordination numbers). Este valor se obtiene
estadisticamente del conjunto de proteinas y tiene en cuenta los tipos de estructuras

secundarias y la solubilidad de cada residuo (solvent exposition).

Teniendo en cuenta esto, el nUmero de contactos predichos estaria en funcién del
entorno estructural. Por tal motivo, el nimero de coordinacién de residuos es
considerado como un estimado del maximo nimero de contactos que cada residuo
puede tener. Luego, este valor se emplea para limitar el nimero de contactos predicho

para cada aminodacido.
5.6.2.- Matriz de propension de contactos

Para garantizar que esta estrategia tenga sentido, desde el punto de vista biolégico, es
necesaria la definicion de qué residuos tienen mayor probabilidad de entrar en

contacto, por lo que se calculé una matriz de propensidn de contactos.

La matriz de propension de contactos, se obtiene a partir de un analisis estadistico del
set de entrenamiento, calculandose los porcentajes de contactos para cada uno de los
400 posibles pares, empleando la formula:

N¢

Paa = (18)

donde, Paa es la propensidn a contacto del par de aminoacidos aa, Nc es la frecuencia
de contactos y Nnc la frecuencia de no contactos.

Los valores de la tabla son normalizados en base al par de amino acidos que mayor

propension tenga (Tabla 6). En este caso, el par CC (Cisteina — Cisteina).
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Tabla 6. Matriz de propension de contactos.

A/R|N|D|C|Q|E|G|H|IT |L|K M|F|P|S|T|W|Y ]|V

036 | 031 021 | 037 | 044 | 032 | 033 | 032 025 | 046 | 044 | 035 | 034 | 043 | 025| 031 | 0,27 ( 0,31 [ 035 | 0,39

0,33 0,3 035|033 037 | 033 | 035 028 | 028 | 041 | 031 | 0,27 | 0,42 | 0,36 | 0,23 0,3 0,25 0,4 0,34 | 048

042 | 033 | 028 | 026 055|039 025|033 | 048 | 028 | 032|033 | 03 | 032|029 027|039 037 | 034 035

033 | 041 | 035 | 027 | 042 | 029 032| 033|019 | 036 | 03 | 025|025 034 | 033 | 034 | 041 | 021 | 042 | 0,27

o5 | o4 | 0o52|028| 1 | 037 048|054 043|057 | 048 | 041 | 047 | 074 | 039 | 04 | 04 | 068 | 063 | 04

037 | 027 025| 02 | 032|033 | 029 042 022|036 035| 031|032 034|023 025| 04 | 036]| 028/ 039

036 | 028 | 027 | 022 042 | 028 031|028 032|029 034|029 026 035]| 024 022|027 035 | 024/ 031

03 | 029 032 024 046 | 031 | 024| 03 | 033|031|033|035| 03 | 04| 032|032]|034]043]| 038/ 034

042 | 031 057 | 024 | 055 | 052 | 025 | 031 | 029 | 046 | 043 | 022 | 055 | 027 | 026 | 04 | 047 | 047 | 039 | 041

044 | 029 032| 03 | 061|039 036 | 03 | 043 | 044 | 041 | 032|023 | 046 | 03 | 032 | 05 | 042 | 044 | 063

042 | 027 03 | 029| 05 | 045| 03 | 034|035 | 042 | 04 | 031 | 052 | 041 | 031 | 021|038 | 04 | 037 | 043

032 | 028 | 024 | 026 | 041 | 026 | 0,33 | 0,37 | 0,27 | 0,38 | 0,37 | 0,27 0,3 042 | 027 | 0,28 | 035 | 033 | 031 | 0,39

031 032 032) 037 | 044 | 031 | 038 031 | 0,37 0,3 036 | 035 | 035 038 | 035 025 | 0,28 | 0,29 | 0,28 | 0,39

0,4 0,39 0,4 0,3 055 | 039 029 | 025 | 0,41 | 0,37 | 042 0,3 0,24 | 0,42 0,2 034 | 043 | 031 | 043 | 051

028 | 018 ( 043 | 032 | 037 | 038 | 029 | 033 | 024 | 0,25 | 0,33 [ 0,31 0,3 036 | 023 | 036 | 033 | 032 033 | 0,32

029 | 028 | 025 | 034 | 046 ( 043 | 035 | 0,36 0,2 0,36 | 0,32 0,3 031 ] 036 | 032 | 027 | 0,38 0,3 0,26 | 0,36

032 | 026 | 023 | 033 037|034 | 037 | 035|029 | 039 035 025| 029 | 036 | 0,23 | 0,26 | 0,37 | 0,44 | 0,32 0,4

0,554 | 0,38 | 0,43 0,5 068 | 051 032 | 049 | 034 | 055 | 042 | 029 | 061 | 0,76 | 0,29 | 0,38 | 0,44 | 046 | 0,28 | 0,51

0,42 0,3 041 | 029 | 0,72 | 046 | 029 | 0,34 | 0,38 | 0,43 | 044 | 0,38 0,3 046 | 031 | 0,28 | 0,41 | 041 0,6 0,43

<|<|S|H|v|o|[n|Z|=x|r|—-|T|l0|m|O|o|O|Z|=|>

0,4 033 | 026 | 025 | 048 | 038 | 039 | 029 | 038 ( 049 | 046 | 038 [ 039 | 057 | 037 | 037 | 044 | 035 | 0,49 | 0,55

La definicion de qué contactos se eligen estaria en dependencia directa de del orden
de contactos (si CO es bajo, se priorizan los contactos a corto alcance, de lo contrario
los de largo alcance), de la cantidad de contactos maximo que cada residuo puede
tener (numero de coordinacién de residuos) y de la probabilidad de que un residuo

entre en contacto con otro (matriz de propensién de contactos).
5.6.3.- Restricciones basadas en la estructura secundaria

Por ultimo, fueron agregadas cuatro restricciones basadas en la frecuencia de

ocurrencia de estos casos [14]:
e Una hebra B puede formar laminas B con un maximo de dos hebras .

e Los amino dacidos de inicio y fin de un segmento de lanzo no entran en

contacto.

e Un residuo Ai no puede entrar en contacto con los residuos Aj y Aj+2 cuando Aj

y Aj+2 estédn en la misma hélice a.

e Una pareja de amino acidos Ai y Aj estan en contacto si sus amino acidos

paralelos y antiparalelos estan en contacto.
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5.7.- Formalizacion y Algoritmo

Para realizar la formalizacién del algoritmo, se tendra en cuenta cudles son los
parametros de entrada y salida tanto en el proceso de entrenamiento como en el
proceso de prediccion. Se mostrara el pseudocddigo de ambos algoritmos y se

realizard su andlisis de complejidad.
5.7.1.- Construccion y entrenamiento de FoDT

La construccion y entrenamiento del multiclasificador FoDT comienza con la extraccion
de los vectores que se forman por cada una de las proteinas del conjunto de
entrenamiento. Posteriormente se subdividen las instancias segin al par de
aminodcidos a que pertenezcan, quedando formados 400 subconjuntos de
entrenamiento. Cada uno de estos subconjuntos es preprocesado, empleando la
estrategia genética simulada (EGS) propuesta en esta investigacion (Algoritmo 1). Por
ultimo cada uno de los 400 arboles es entrenado con el subconjunto que le

corresponde.

Para facilitar el entendimiento del proceso de construccion y entrenamiento de FoDT,

éste podria formalizarse de la siguiente manera (Algoritmo 2):

Algoritmo 2. FoDT: Entrenamiento y construccion del algoritmo

Entrada:

e  MC: Conjunto inicial de matrices de mapas de contacto empleados para el
entrenamiento.

Salida:

e  modelo: Matriz de 400 arboles (20 x 20 aminoacidos).

Algoritmo:

1: foreach mc € MC

2 |  for A1 € Fila: Fila={1, ..., L-1} € mc[Fila, Columna]
3 | | forA2z€ Columna : Columna = {A1+1, ..., L} © mc[Fila, Columna]
4: L L L matrizVectores[A1, A2] = Codificar(A1, A2)
5:  for A1 €Fila : Fila={1, ..., 20} € matrizVectores[Fila, Columna]

6 |  for A2 € Columna : Columna ={1, ..., 20} € matrizVectores[Fila, Columna]
7 | |  matrizVectores[A1, A2] = EGS(matrizVectores) // ver algoritmo 1
8 L L modelo[A1, A2] = ConstruirArbol(matrizVectores[A1, A2])

9:  return modelo

Para calcular el coste computacional de la construccion del algoritmo FoDT es

necesario analizar cada paso del algoritmo independientemente. Pero, para hacer mas
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simple el entendimiento, la complejidad del algoritmo serd analizada a partir del

analisis de sus dos ciclos principales: de la instruccién 1ala4ydela5ala8.

El primer ciclo (de la instruccidn 1 a la 4) resulta constante, debido a que depende del
numero de mapas de contactos que se empleen durante la construccién del predictor.
Los siclos subsiguientes (instrucciones 2 y 3) recorren una diagonal para cada una de
las matrices que representan estos mapas de contactos, por lo cual la complejidad se
puede describir como n-(n-1)/2, donde n se corresponde con la longitud de la
secuencia de las proteinas. La codificacién (instruccién 4), es un proceso lineal O(n).
Considerandose, entonces este primer conjunto de instrucciones con complejidad

n*-(n-1)/2, o lo que es igual, complejidad ctbica O(n®).

El segundo ciclo (de la instruccion 5 a la 8) resulta constante, debido a que siempre
recorre una matriz de 20 x 20. El preprocesamiento, mediante el empleo de la
estrategia genética simulada (EGS) equivale al empleo de 400 algoritmos genéticos
(AG), por lo que la complejidad puede definirse como a-O(n), donde a es el nUmero de
AG (ver epigrafe 5.4.2, estrategia genética simulada). De igual forma, la construccion
del modelo equivale al coste de construir 400 arboles. Esto podria escribirse como
a-0(m-n-log(n)), donde a es 400 (niumero de arboles) y m el nimero de atributos.
Considerandose, entonces este segundo conjunto de instrucciones con complejidad

superior a la logaritmica pero inferior a la cuadratica.

A partir de este analisis, podria decirse que el coste promedio de la construccién del
predictor es O(n’) + a-O(m-n-loga(n)). Donde, la mayor complejidad es O(n?), por lo

que la complejidad FoDT es cubica.
5.7.2.- Prediccion de mapas de contacto empleando FoDT

El mapa de contactos de una proteina desconocida se predice evaluando, en el modelo
construido por FoDT, la secuencia implicita entre cada pareja de aminodcidos que se
pueden formar en la secuencia. Este proceso podria formalizarse de la siguiente

manera (Algoritmo 3):
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Algoritmo 3. FoDT: proceso de prediccion de mapas de contacto.

Entrada:
° mc: Mapa de contacto a predecir.
° modelo: Matriz de 400 arboles construida por FoDT (ver algoritmo 2).
Salida:
° mcp: Mapa de contacto predicho.
Algoritmo:
1: for A1 € Fila: Fila={1, ..., L-1} € mc(Fila, Columna)
2 |  for A2 € Columna : Columna = {A1+1, ..., L} S mc(Fila, Columna)
3: | | & =Codificar(A;, A)
4: | | DT=modelo[A;, A;]
5 L L mc[A, A)] =DT(S)
6: mcp = Postprocesar(mc’)
7 return mcp

Debido a que la prediccidn se realiza empleando un mecanismo de combinacién por
seleccion, durante este proceso sélo se activa uno de los 400 arboles a la vez. Donde,
el nimero de iteraciones del algoritmo (instrucciones 1 y 2) disminuyen a medida que
se recorre la secuencia de la proteina n-(n-1)/2. La codificacién (instruccion 3), es un
proceso lineal O(n). La instruccion 4 es una simple asignacién. El coste de la prediccién
del arbol de decision (instruccion 5), depende exclusivamente del tamafio medio de los
arboles h. Por tanto, el coste promedio de la prediccién empleando FoDT es n*(n-1)/2,

o lo que es igual, complejidad cubica O(n’).
5.8.- Conclusiones parciales

En este capitulo se formalizd el algoritmo propuesto, FoDT, el que podria catalogarse
como un multiclasificador de combinacién por seleccién. El cudl, a diferencia de los
multiclasificadores que optimizan la decision al combinar la prediccién de distintos
clasificadores base, realiza la optimizacion por cobertura, o sea, que logra la diversidad
a partir de entrenar los clasificadores base con diferentes subconjuntos de entradas.
Ademas, también se clasifica como no entrenable, debido a que no es necesario

realizar un entrenamiento extra en el nivel de combinacidn para realizar la seleccién.

Se propone un vector de codificaciéon que combina la informacion de la subsecuencia
implicita entre los aminodcidos no adyacentes, propiedades fisico-quimicas, asi como

otras propiedades generales de las proteinas.
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Se disefié un nuevo algoritmo de sobremuestreo basado en una estrategia genética
que permite afrontar el nivel de desbalance que presenta la base de datos. Y, con el
objetivo de prever el problema de sobreprediccidon que presenta FoDT, se incluye una
propuesta de mejora al procedimiento de post-procesamiento basado en el orden de

los contactos [48], que toma en cuenta la matriz de propension de contactos entre los

aminoacidos.
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Capitulo 6

Validacion experimental de los
resultados

En el presente capitulo se realiza la validacion de la propuesta realizada en la presente
investigacion. Se muestran los resultados experimentales para el analisis del dominio
de aplicacion del algoritmo propuesto, asi como de la validacién interna y externa del

mismo. Adicionalmente, se expone el mecanismo de interpretacién de la propuesta.
6.1.- Principios de validacion de modelos de la OECD

La validacidon de modelos quimicos y bioldgicos ha estado sujeta a multiples debates
por parte de la comunidad cientifica, considerdndose de extrema importancia el
desarrollo de un conjunto de principios de validacién que provea un medio de
regulacién neutral, sobre bases cientificas. A partir de aqui, recientemente, la Unién
Europea ha establecido los principios generales para la validacion de modelos en el
contexto de quimio y bioinformatica. Estos principios inicialmente se conocian como

SETUBAL, pero en la actualidad se conocen como principios OECD [20].
Estos principios establecen:

e Definicién de un objetivo bien definido.

e Algoritmo no ambiguo.

e Definicién del dominio de aplicacién.

e Medicién apropiada de la bondad de ajuste, la robustez y la capacidad de
generalizacion (predictibilidad) del algoritmo propuesto. Este principio incluye

un proceso de validacion interna y de validacidn externa.

e Descripcion de un mecanismo de interpretacidn, en caso de que sea posible.
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El proceso de validacion de la propuesta realizada en esta investigacion, el

multiclasificador FoDT, estara guiado acorde a los principios de la OECD.

FoDT tiene un objetivo bien definido, que es la prediccién de mapas de contactos de
proteinas. Para lograr este objetivo, el trabajo de FoDT estad dividido en tres tareas

fundamentales:

e El acondicionamiento (preprocesamiento) de los datos: que tiene como
objetivo fundamental mitigar el problema de desbalance que presenta el
conjunto de datos de entrenamiento sobre la base de los principios bioldgicos

del plegamiento de las proteinas.

e La clasificacion de contactos y no contactos: que tiene como objetivo predecir
cuando una pareja de aminodcidos entra en contacto, atendiendo a la
subsecuencia que se forma entre éstos y a las propiedades fisico-quimicas de

dicha subsecuencia.

o El postprocesamiento de los resultados: que tiene como objetivo aplicar un
conjunto de restricciones asociadas al proceso de plegamiento de las proteinas,
para evitar asi el efecto de sobreprediccion que provoca la etapa de

clasificacion.

FoDT sigue una arquitectura claramente definida, simple, facil de reproducir y de
aplicar. Sin embargo, lo principal es que siempre que se brinden los mismos datos de
entrada, genera los mismos resultados, lo que permite que la experimentacién
propuesta en esta investigacion pueda ser reproducida con facilidad y fiabilidad por
cualquier investigador. Estas caracteristicas hacen que FoDT pueda considerarse como

un modelo no ambiguo, satisfaciendo al segundo principio.

No obstante, un modelo no ambiguo se caracteriza no sélo por el algoritmo propuesto,
sino que incluye el vector de codificacidén disefiado, asi como el procedimiento exacto
para calcular dicho vector. Incluso, el software empleado en el desarrollo forma parte

del modelo.
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6.2.- Resultados experimentales

En este epigrafe se presenta la experimentacion realizada, se definen los principales
estadigrafos, asi como las pruebas de significacion estadisticas empleadas. Ademas, se

realiza el analisis y discusion de los resultados.
6.3.1.- Medicion de la bondad de ajuste, la robustez y la capacidad de generalizacion

Para dar cumplimiento al cuarto principio de la OECD, es necesaria definir cuales serdn
los estadigrafos que serdn calculados, asi como los test estadisticos que se emplearan
para determinar si existen diferencias significativas en el comportamiento de los

algoritmos empleados.

Estadigrafos empleados

Muchas de las medidas comunmente empleadas para evaluar la efectividad de los
predictores no funcionan en prediccién numérica. Los principios basicos (usando un
conjunto de prueba independiente en lugar los métodos holdout y cross-validation
para la evaluacion del desempefio con el conjunto de entrenamiento), son igualmente
aplicables a la prediccion numérica. Pero la calidad de la medicidn ofrecida por la razén
de error no es muy apropiada: los errores no estan, simplemente, presentes o

ausentes; ellos se presentan en diferentes magnitudes [82].

Pueden emplearse multiples alternativas para la evaluacién del proceso de prediccion

numeérica, como medidas de error:

Error cuadratico medio (Mean-squared error): medida mas comunmente usada; en
ocasiones tiende a brindar las mismas dimensiones que los valores predichos (19).

Tiende a exagerar los valores de los outliers.

MSE =

n (19)

Error absoluto medio (Mean absolute error): es una alternativa que promedia las
magnitudes de los errores individuales sin tener en cuenta sus signos (20). A diferencia
del MSE, no exagera los valores de los outliers, todas las dimensiones del error son

tratadas por igual, acorde a su magnitud.
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Error cuadratico relativo (Relative squared error): el error se hace relativo para su uso
en predictores simples (21). Un predictor simple es el promedio de los valores actuales
de los datos de entrenamiento. De esta manera, el RSE toma el error cuadratico total y
lo normaliza dividiendo por el error cuadrdtico total del predictor por defecto (o

predictor simple).
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Error absoluto relativo (Relative absolute error): es el error absoluto total con el
mismo tipo de normalizacién (22). En estas tres medidas de error relativo, los errores
son normalizados mediante el error del predictor simple, el cual predice los valores

promedios.

Ip, —a,[+.+]p, -2
RAE = = —

la, —al|+.+]a -a] (22)

ol

Coeficiente de Correlacion (Correlation coefficient): mide la correlacion estadistica
entre los a’s y los p’s (23). El coeficiente de correlacién se expresa en valores en el
rango de 1 para los resultados perfectamente correlacionados, 0 para la no correlaciéon

a -1 para los perfectamente correlacionados negativamente.

S .. 2 (py = p)a; - a)
CC = ——, donde S, =
S S n-1
P A (23)
> (p, - p) Y (a2, -a)
Sp:— y S, ="
n-1 n-1

* donde p son las predicciones y a son los valores actuales

En ocasiones el error relativo es mas importante que el absoluto. Esto significa que si
el 10% del error es igualmente importante tanto si es un error de 50 en una prediccién
de 500 o un error de 0.2 en una prediccién de 2, entonces el error absoluto seria
absurdo vy el error relativo seria mas apropiado. Este efecto debe tenerse en cuenta

para usar los errores relativos en el calculo del MSE o del MAE.
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La correlacion negativa no debe ocurrir en métodos de prediccion razonables. La
correlacién es significativamente diferente de otras medidas debido a que es
independiente de la escala. Si se tiene un conjunto de prediccion especifico, el error es
inalterable si toda la prediccidon es multiplicada por un factor constante y los valores
actuales se mantienen invariables. A diferencia del resto de las medidas de error
donde los valores pequefos indican buen desempeno, el CC debe mostrar valores

elevados [82].

Las evaluaciones que se han presentado hasta ahora no tienen en cuenta el coste de
tomar las decisiones erroneas (clasificaciones erréneas). La optimizacién de la tasa de
clasificacién sin considerar el coste de los errores puede llevar a resultados

indeseados.

Una simplificacién del problema seria reducirlo a dos clases: contactos y no contactos.
Donde los verdaderos positivos (TP) y verdaderos negativos (TN), pertenecen a
clasificaciones correctas y los falsos positivos (FP) y falsos negativos (FN) pertenecen a

clasificaciones incorrectas[208].

El cdlculo de la efectividad (Ac) [209] estaria definido como la division de las

predicciones correctas entre el total de las predicciones (24).

TP + TN
Ac = (24)
TP + FP + TN + FN

Si se tiene en cuenta la naturaleza desbalanceada de las clases presentes en este
problema, donde la relacion entre el nimero de contactos (NC), con respecto al
numero de no contactos (NNC) es aproximadamente NC / NNC = 1 / 13, la efectividad
de la prediccién (S) podria calcularse como la razén de los verdaderos positivos [209],
también conocida como recall o sensibilidad (25). Esto se debe a que en esta ecuacion
se penalizan los no contactos y se priorizan los contactos.

L
TP + FP (25)

También es posible emplear la medida de la precision del predictor (Ap), la cual estaria

definida por (26):
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P

A N
P TP + FN (26)

Para la competicion CASP (Critical Assessment of Structure Prediction), la medida S es
tratada como la efectividad (Acc) del predictor y la medida Ap es tratada como la
cobertura de la clasificacion (Cov). De acuerdo con CASP, los contactos predichos para
cada pareja de aminoacidos de una proteina especifica, deberdn ser ordenados
descendentemente, acorde a los valores de la prediccidn. Los primeros X en la lista son
los Unicos empleados para calcular la efectividad y la cobertura. Los valores de X mas
usuales son 2L, L, L/2 y L/5, donde L es la longitud de la proteina y, en CASP, X=L/5 es
el mas empleado [21]-[23], [31]-[33], [35], [40], [52], [106], [210].

Con el objetivo de poder comparar la efectividad del predictor, cominmente se
emplea una medida de efectividad adicional, que es la efectividad del predictor
aleatorio (Ar). La cual se define como la razén de los contactos reales de la proteina

sobre los posibles contactos (27) [48].

Ar = —= (27)

Donde, Np es el nimero de todos los posibles contactos. Con el objetivo de descartar
los contactos locales, Np se calcula teniendo en cuenta un umbral minimo de
separacion en la secuencia que deben tener los aminoacidos en contacto[48]. Por lo

que el cdlculo de Np estaria definido por la ecuacién (28):

Np = (Ls —umbral) * (Ls —umbral — 1) (28)
A partir de aqui, el calculo del mejoramiento del desempefio del predictor propuesto
(Ap) sobre el predictor aleatorio (Ar), estaria dado por la ecuacion (29).

R - 2P (29)
Ar

Se adiciond un nuevo indice, que mide la diferencia en la distribucién de la prediccion

respecto al valor real[48]. Este indice se define por la ecuacion (30):

n

n*(Pic - Pia )

o oy 2 PR (30)

n * di
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donde, n es el nimero de particiones de la distribucidon de distancias (15 particiones
igualmente distribuidas de 4 a 60A, agrupando a todos los posibles pares a esas
distancias, en la estructura observada); di es el limite superior (normalizado a 60A)
para cada particion, por ejemplo: 8A para la particion de 4 — 8A; Pic y Pia son los
porcentajes de los pares predichos y observados, respectivamente, entre las distancias
di-1y di. Por definicidn, Xd=0 indica que no existe separacion entre ambas poblaciones
de distancias, otros valores indican ligeros desplazamientos entre las poblaciones.
Dado a que el limite superior para contactos es de 8A, mientras mayor y positivo sea

Xd, podra considerarse mas efectiva la prediccion.

Como paso final en la medicién del desempefio del algoritmo propuesto, son
promediados los valores de cada indice de tanto los que se emplean sobre los valores
reales (MSE, MAE, RSE, RAE, CC), como los que se emplean sobre las clases discretas

(Ac, Cov, Acc, R, Xd).
Procedimiento de estimacidn de la efectividad del algoritmo

Existen multiples aproximaciones para estimar la efectividad de los algoritmos, a partir
de los estadigrafos antes mencionados, durante el proceso de validacién interna. El
procedimiento mas comun es la validacion cruzada (CV, cross validation). Sin embargo,
existen multiples variantes, bien aceptadas, de este procedimiento como: “Leave-one-

out” (LOO), “Leave-many-out” (LMO) y “boostraping” (Boost) [20].

LOO-CV: en este método se entrena al predictor con todos los elementos de la base de
datos, menos uno que es empleado como prueba. Este procedimiento se repite para
cada uno de los elementos de la base de datos. Esta es una técnica muy util en
conjuntos de datos pequefios, sin embargo este método sobrestima la capacidad de
prediccidn del predictor. Razén por la cual se considera inadecuado para obtener una

valoracién real del predictor.

LMO-CV: este método se diferencia del LOO-CV en la cantidad de elementos
empleados como prueba. En otras palabras, el conjunto de datos se divide en
fragmentos iguales, se usa uno para validacién y el resto de los fragmentos para el
entrenamiento. Este procedimiento se repite para cada una de las particiones y los

resultados que se muestran son los obtenidos de la media de las iteraciones corridas.

Prediccién de Mapas de Contactos de Proteinas Mediante Multiclasificadores 117



Validacion de los resultados

Esta es una técnica muy util para grandes conjuntos de datos, brindando una

valoracion mas realista de la capacidad de prediccién del predictor.

Boost-CV: este método es similar a LMO-CV, divide aleatoriamente el conjunto de
datos de entrenamiento y el conjunto de datos de prueba. Para cada division la
funcién de aproximacién se ajusta a partir de los datos de entrenamiento y calcula los
valores de salida para el conjunto de datos de prueba, los resultados que se muestran
son los obtenidos de la media de las iteraciones corridas. La ventaja de este método es
que la divisidn de datos entrenamiento-prueba no depende del nimero de iteraciones.
Pero, en cambio, con este método hay algunas muestras que quedan sin evaluar y
otras que se evalian mdas de una vez, es decir, los subconjuntos de prueba vy
entrenamiento se pueden solapar. A diferencia de LOO y LMO, Boost es mas eficiente
y estable. Boost-CV puede verse como una versién suavizada de la validacién cruzada.
Este método, por lo general, brinda un estimado mucho mds preciso del desempefio

del predictor.

Sin embargo, para el desarrollo de esta investigacidén, y con la intencién de poder
compara el desempefio del predictor en las mismas condiciones que los predictores
del estado del arte, el procedimiento de experimentacidon que se empleara sera LMO-
CV. Para ello, el conjunto de datos fue dividido en 10 particiones las cuales seran

empleadas en el proceso de entrenamiento y validacién (10-fold cross-validation).

Test estadisticos

Para realizar las comparaciones entre los resultados de los diferentes algoritmos,
resulta aconsejable la consideracién de algun test estadistico [211], [212]. La seleccién
de estos test estd en dependencia de la naturaleza de los datos con que se cuenta.
Existen contrastes que no necesitan establecer supuestos exigentes sobre las
poblaciones de donde se extraen las muestras y ni que los datos sean obtenidos con
una escala de medida de intervalo o razén, a los que se les llaman pruebas no

paramétricas.

Teniendo en cuenta que en este caso no es posible determinar el cumplimiento de los
supuestos de normalidad y homogeneidad de varianzas, seran empleadas entonces las

pruebas no paramétricas.
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El objetivo de las pruebas estadisticas a aplicar es realizar la comparacion de las bases
de datos para los diferentes algoritmos (andlisis de varianza o two way ANOVA). Para
este propdsito, se empled el test de Friedman [213]. Si el resultado de este test es
significativo (< 0,05), entones existe una gran posibilidad de que al menos dos de las

muestras presenten poblaciones con diferencias en los valores de las medias.

Para poder determinar cual de las los algoritmos presenta diferencias significativas, es
necesario analizar si la distribucidon de los datos coincide en el sentido que no haya
predominio de los incrementos ni de reducciones en la diferencia de los mismos. Para
verificar esta hipotesis es empleado el test de Wilcoxon [211]-[215]. Ademas, se
emplean los test de Bonferroni-Dunn, Holm, Hochberg y Hommel, los cuales no

realizan analisis de varianza [211].
Test de Friedman

Esta prueba puede considerarse como una extension de la prueba de Wilcoxon para el
caso de mas de dos muestras. En el caso de que las asunciones de la prueba ANOVA
fuesen satisfechas, el analisis se realizaria de acuerdo a un disefio de ANOVA de dos
factores sin repeticién, en el que los factores serian respectivamente el conjunto de
entrenamiento (bloques) y los algoritmos. Para el procesamiento estadistico se exigid

una razén de confianza de 0,95.
Test de Wilcoxon

El test de Wilcoxon [211]-[215], el cual propone calcular las diferencias por pares y
ordenarlas en conjunto. Este contraste tiene en cuenta, no sélo, el signo de las
diferencias entre los valores de la muestra y la mediana que queremos contrastar, sino

también, la magnitud de tales diferencias.

Si la hipdtesis fundamental es cierta, el niumero y magnitud de veces en que los
resultados de un algoritmo es mayor que el de otro no debe diferir mucho del nimero
y magnitud de veces que ocurre lo contrario y las diferencias ranqueadas deben
equilibrarse. Para el procesamiento estadistico se exigido una razéon de confianza de

0,01.
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Test de Bonferroni-Dunn

En el test de Bonferroni-Dunn se utiliza la t de Student convencional pero con unos
niveles de confianza mas exigentes en funcién del nimero de contrastes que se van a

hacer.

Para este test se utiliza la probabilidad (p) que expresa el nivel de confianza dividida
por el nimero de comparaciones previstas, asi si el nivel de confianza es de 0,05 y se
prevén realizar tres comparaciones, se utilizard como nivel de confianza 0,05/3 =
0,0167; en este caso 0,0167 equivale a un nivel de confianza de 0,05. También, si se
conoce la probabilidad exacta (p), esta puede ser multiplicada por el niumero de

contrastes para ver si llega a 0,05.

El problema de este contraste es que es muy conservador. Esto se traduce como que
tiene poca potencia para rechazar la hipdtesis nula cuando realmente es falsa, o sea,
que da muchos falsos negativos. Por tanto, la interpretacidon de un resultado depende

de que el andlisis se haga en solitario o junto con otros analisis.
Test de Holm

El test de Holm se emplea para comparaciones de multiples clasificadores. Este ajusta
el valor de a empleando un método descendente. Sean p1, ..., pm valores ordenados
de probabilidad (de mayor a menor) y H1, ..., Hm las hipdtesis correspondientes. El
procedimiento de Holm rechaza H1 para H(i-1) si i es el menor entero tal que

pi > af(m-i+1).

Otras alternativas fueron desarrolladas por Hochberg y Hommel. Estos test son faciles
de realizar, la diferencia es que suelen ser mas fuertes que Holm pero no es muy

notable, por lo que los tres suelen tener resultados similares.
6.3.2.- Evaluacion de la eficiencia del predictor: validacion interna

En este tdpico se realiza el analisis y discusion de la validacién interna del predictor
FoDT. Primeramente se describe el disefio experimental empleado, en el cual incluye la
seleccion del conjunto de datos y la herramienta de experimentaciéon empleada. A
continuacion, se realiza una serie de experimentos con proteinas heterogéneas que

permiten la comparacion de FoDT, empleando dos algoritmos diferentes de
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construccion de arboles: C4.5 y M5’. Este analisis permite evaluar la mejor variante del

algoritmo, asi como realizar la evaluacién de la robustez y la eficiencia del predictor.

6.3.2.1.- Disefio experimental

Seleccidn del conjunto de entrenamiento

Para analizar el comportamiento de un predictor, por lo general, la seleccién de los
datos de entrenamiento depende del problema que se pretende resolver pero en
términos generales el conjunto de entrenamiento debe combinar una cobertura
maxima con un minimo de redundancia. Sobre este principio, se selecciond una base
de datos de proteinas de estructuras conocidas y no homadlogas, del banco de datos de
proteinas (Protein Data Bank), las cudles fueron empleadas para realizar el

entrenamiento y la validacion del método de prediccién propuesto.

Para obtener este conjunto se extrajeron sdlo aquellas proteinas con identidad menor
del 30%. De las 12.830 proteinas fueron escogidas sélo cadenas cuya estructura no
contuviera secuencias redundantes. Ademas, con el fin de eliminar contactos falsos
debido a la presencia de hetero-atomos, sélo fueron mantenidas en el entrenamiento
aquellas proteinas sin ligandos en el fichero PDB. Fueron excluidas aquellas cadenas
cuyo eje principal estaba interrumpido. Se excluyeron, ademads, las proteinas que
contenian aminodacidos no convencionales. Con el objetivo de evitar pequefios rangos
de contactos espurios, el procedimiento propuesto no incluye los contactos entre

residuos cuya separacidn de secuencia sea menor que cuatro residuos.

Para eliminar aquellas proteinas que difieren de la media en cuanto a su (outliers), se
realizd un andlisis del histograma en base a las longitudes de las secuencias, donde

s6lo fueron excluidas un 5% de las proteinas.

Como resultado de este exhaustivo proceso de criba, sélo resultaron 7.447 proteinas.
Este subconjunto aln es extremadamente grande y, por consiguiente, costoso
computacionalmente. Por ello se decidid estratificar este subconjunto y extraer sdlo el
30% de las proteinas. El primer paso fue agrupar las proteinas en cinco grupos, segun
su longitud de secuencia (Ls). Luego, analizado sus histogramas, y con la intencion de
que cada subconjunto resultante mantuviera la misma distribucion que el original, se

realizaron 10 clisteres por cada uno. A cada cluster se le aplicd un proceso de
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seleccién aleatoria del 30% de las proteinas que dando como resultado: 0 < Ls < 100
(778 proteinas), 100 < Ls< 200 (772 proteinas), 200 < Ls< 300 (308 proteinas), 300 < Ls<
400 (174 proteinas) y Ls > 400% (184 proteinas). Estos subconjuntos mantienen la
misma distribucion que el conjunto de proteinas inicial (Anexo 3). El set resultante
(30%) se destinara para la validacion interna (Set_VI). Mientras que el set de proteinas

restantes (70%), se destina a la validacién externa (Set_VE).

Para esta experimentacion sélo serdn empleados los subconjuntos: 0 < Ls< 100, 100 <
Ls< 200, 200 < Ls< 300 y 300 < Ls< 400. El sub-conjunto de proteinas de longitudes
mayores de 400 aminoacidos no es incluido, debido al alto coste computacional que

implica la experimentacion con éste.

Este experimento se realizé para demostrar, en primer lugar, la validez de Ia
arquitectura de multiclasificacion propuesta; y, en segundo lugar, comparar las

posibles ventajas y/o desventajas de emplear decision o regresion.

Herramienta de experimentacion

Para el desarrollo del presente trabajo se empled una plataforma disefiada para la
investigacion y desarrollo de métodos de prediccién de contactos interresiduales y
estructuras de proteinas. Esta plataforma esta compuesta por: Integrated
Experimental Environment for Contact Map Methods (IEEcm por sus siglas en inglés),
un software desarrollado para la experimentacién en métodos de prediccidn de mapas
de contactos de proteinas; y, por Bioinformatics una biblioteca de clases que incluye
todo el soporte necesario para el desarrollo de la experimentacién y de posteriores

aplicaciones basadas en los métodos implementados.

6.3.2.2.- Andlisis de la robustez del algoritmo
Para realizar el analisis del comportamiento del algoritmo se realizaron dos

implementaciones de FoDT:

- FoDT_DT: para esta implementacién se empled el algoritmo de construccion de

arboles de decision J48 (implementacién del C4.5 de Weka). El algoritmo fue

2 . . . . .
Este subconjunto exige un alto consumo de recursos computacionales, debido a la gran cantidad de
vectores que se generan.
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configurado con un valor de confianza de 0,2 y un minimo de dos objetos por

hojas ("-C 0.2 -M 2").

- FoDT_RT: esta implementacidon emplea el algoritmo M5’ para la construccion
de los arboles de regresién de los clasificadores base. El algoritmo fue

configurado para aceptar un minimo de cuatro objetos por hojas ("-M 4.0")

Ambas implementaciones fueron evaluadas empleando un procedimiento de
validacion cruzada con 10 particiones. Con la intencidn de resaltar la relacién entre los
resultados de los algoritmos y el tamafio de las proteinas, los valores de efectividad

fueron calculados y analizados por separado para cada grupo de proteinas (Tabla 7).

Tabla 7. Resultados experimentales de la comparacién entre los algoritmos FoDT_DT y FoDT_RT.
Se utilizd como base de datos un conjunto de proteinas con identidad de hasta el 30%, el cual
se dividié en 4 particiones. Como resultado se obtuvieron las variables (Ap) que es la
efectividad de la prediccion, (R) que es el mejoramiento del desempefio sobre un predictor
aleatorio, (Xd) que mide la distribucion de la prediccion respecto al valor real, (S) que es la
sensibilidad del predictor y (F) que es F-Measure, la media armodnica entre la precision y la

sensibilidad.
. 0<1s<100 100 < Ls <200 200 < Ls <300 300 < Ls < 400
Algoritmos
FODT_DT  FoDT RT  FoDT DT  FoDT RT  FoDT DT  FoDT_RT  FoDT_DT  FoDT_RT
Ap 0,69 0,69 0,64 0,90 0,60 0,80 0,57 0,74
R 4,81 4,88 9,89 13,74 14,97 20,16 19,71 25,36
Xd 0,42 0,01 0,46 -0,38 0,44 -0,34 0,42 -0,32
S 0,72 0,68 0,58 0,45 0,55 0,43 0,53 0,43

0,70 0,68 0,61 0,60 0,57 0,56 0,55 0,54

En la Tabla 7 se puede observar el comportamiento de ambas implementaciones del
algoritmo. En general, ambas implementaciones mantienen una efectividad estable
para las diferentes particiones, superior a 0,57. Sin embargo para las proteinas
mayores de 100 aminodcidos de longitud, FoDT_RT muestra un comportamiento

aparentemente superior a FoDT_DT (Figura 34).

Prediccién de Mapas de Contactos de Proteinas Mediante Multiclasificadores 123



Validacion de los resultados

Precision

1

0,9

5 03
w

S 0,7
]

o 0,6
-

S 05
2

o 04
£

@ 0,3
s

S o2

0,1

0

0<ls<100 100<1s <200 200<Ls <300 300<Ls <400

Sub-conjuntos de proteinas

WFoDT_DT W FoDT_RT

Figura 34. Eficiencia de la prediccion de los contactos en funcidn de las longitudes de secuencia de
las proteinas para las implementaciones FoDT_DTy FoDT_RT.
En el eje de abscisas se representan los resultados de los predictores, en dependencia de
la longitud de las secuencias. El eje de ordenadas representa la efectividad alcanzada.

Sin embargo, el analisis de la sensibilidad o razén de verdaderos positivos (S) muestra
un aparente mejor comportamiento del algoritmo FoDT_DT sobre FoDT_RT (Figura
35). Este andlisis muestra, ademas, que la sensibilidad disminuye con el incremento de

la longitud de las secuencias.
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Figura 35. Sensibilidad de las implementaciones FoDT_DT y FoDT_RT, en funcién de las longitudes
de la secuencia delas proteinas.
En el eje de abscisas se representan los resultados de los predictores, en dependencia de
la longitud de las secuencias. El eje de ordenadas representa la sensibilidad alcanzada.

Por otra parte el analisis del desempeno del predictor propuesto sobre un predictor
aleatorio(R), muestra un comportamiento deseado para ambas implementaciones,
debido a que en ambos casos, a medida que aumenta la longitud de las secuencias,
FoDT muestra mejor comportamiento que los predictores aleatorios. No obstante, la

implementacion con arboles de regresién logra un mayor incremento que la
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implementacion basada en darboles de decision, alcanzando mas de 25 puntos de

diferencia en el caso de FoDT_RT (Figura 36).

Mejora sobre el predictor aleatorio (R)
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Figura 36. Comportamiento del predictor propuesto sobre un predictor aleatorio (R).
Comparacién realizada para los algoritmos FoDT_DTy FoDT_RT.
El proximo indice a analizar es Xd, el cual muestra si los predictores son capaces de
asignar los contactos con una distribucién adecuada. El resultado puede apreciarse en

la Figura 37.
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Figura 37. indice de desempefio Xd, para los algoritmos FoDT_DTy FoDT_RT.
Analisis realizado con el objetivo de saber como estdn distribuidos los contactos
observados con respecto a los reales.

Resulta interesante analizar el comportamiento de FoDT_RT, donde, para proteinas
pequefias (Ls < 100), muestra una distribucién de contactos muy cercana a la aleatoria.
Mientras que con el incremento de la longitud de las secuencias, este predictor
muestra una correlacidon negativa en la distribucidon de los contactos. Teniendo en
cuenta que Xd representa la media armdnica de las diferencias entre la distribucién de

las distancias de los contactos predichos y la distribucién de las distancias de todos los
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contactos, estos valores negativos indican que se predicen mejor las distancias
pequefias que las grandes. O sea, que FODT_RT asigna mejor los contactos de corto
alcance que los de largo alcance, comportamiento que no es el deseado para el
predictor. Por otra parte, FoODT_DT si mantiene una distribucion de contactos

adecuada (Xd > 0), aun para las proteinas de mayor longitud.

Aparentemente, la implementacion FoDT_RT muestra mejor desempeio que
FoDT_DT, en cuanto a precisién (Ap). Sin embargo, FoDT_DT parece presentar mayor
sensibilidad o capacidad de recuerdo (S) que FoDT_RT. Por lo que resulta mas

interesante analizar el comportamiento de la medida F-Measure (Figura 38).

F-Measure: media armoénica entre Precision y Sensibilidad
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Figura 38. Media armodnica entre la precision y la sensibilidad de los algoritmos FoDT_DT vy
FoDT_RT.

Como puede apreciarse con claridad, el comportamiento de la media arménica entre
la precisiéon y la sensibilidad (F-Measure) de ambos algoritmos es muy similar. En
ambos casos la F-Measure disminuye con el incremento de la longitud de la secuencia
de las proteinas. Esta disminucién se debe, mayormente, a la aparicidon de contactos

de largo alcance y a la dificultad a la hora de predecirlos.

Basado en el analisis de la sensibilidad y de Xd, aparentemente, la implementacion
FoDT_DT muestra mejor desempefio que FoDT_RT, sin embargo, FoDT_RT parece
presentar mayor precision que FoDT _DT. Por otra parte, resalta el alto coste

computacional de FODT_RT y que éste asigna contactos con una distribucion negativa.

Con la intencidn de conocer cudl de las implementaciones es la mdas adecuada, fueron

aplicadas pruebas de significacion estadistica (Anexo 4). Como resultado se demostrd
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que existen diferencias significativas entre FODT_DT y FoDT_RT. Teniendo FoDT_DT un
comportamiento superior a FODT_RT. Razoén por la cual se decidié emplear arboles de

decisidn como algoritmo de construccidn de los clasificadores base.
6.3.3.- Evaluacion de la capacidad de generalizacion del predictor: validacion externa

En este tdpico se realiza el analisis y discusién de la validacién externa del predictor
FoDT (a partir de este momento sélo se empleard la implementacién basada en
arboles de decisién). Primero se describe el disefio experimental empleado, en el cual
incluye la seleccion de los distintos conjuntos de datos. A continuacién, se realiza una
serie de experimentos con proteinas heterogéneas, pertenecientes a un virus
especifico y otras que pertenecen a una misma familia. En todos los casos se analiza el

comportamiento del predictor propuesto y se compara con otros del estado del arte.

6.3.3.1.- Diseio experimental

Para realizar esta experimentacién se escogieron dos conjuntos de proteinas
diferentes. Cada uno de estos conjuntos pretende demostrar cémo es el
comportamiento del algoritmo ante diferentes tipos de proteinas. Para este propésito
FoDT es entrenado con el set de validacién interna (Set_VI de 2.216 proteinas) y
probado con un conjunto de proteinas heterogéneas (5.233) y proteinas 174 del

CASP9.

Set de validacién externa (Set VE): 5.233 proteinas heterogéneas con identidad

maxima del 30%. Con el objetivo de analizar el comportamiento del algoritmo en
funcién de la longitud de la secuencia, este set se divide en los subconjuntos: 0 < Ls<
100 (1.855 proteinas), 100 < Ls< 200 (1.815 proteinas), 200 < Ls< 300 (724 proteinas) y
300 < Ls< 400 (405 proteinas) y Ls< 400 (434 proteinas).

Set del CASP9: 174 estructuras de proteinas obtenidas experimentalmente y no

incluidas en el PDB (Anexo 5). Este subconjunto fue extraido de la 9™ competicién de
predicciéon de estructuras CASP9 (Critical assessment of techniques for proteins
structure prediction) [21]—[23]. El objetivo de este conjunto es comprobar la capacidad

de generalizacién del predictor.

Set _del CASP10: 123 estructuras de proteinas obtenidas experimentalmente y no

incluidas en el PDB (Anexo 6). Este subconjunto fue extraido de la 10™ competicién de
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prediccion de estructuras CASP10. El objetivo de este conjunto es comparar la
capacidad de generalizacién del predictor con los ultimos predictores del estado del

arte.

6.3.3.2.- Capacidad de generalizacién

Para realizar el andlisis de la capacidad de generalizacion de FoDT se empled el set de
validacion externa (5.233 proteinas de identidad maxima del 30%).Con la intencidn de
resaltar la dependencia de los resultados con las dimensiones de las proteinas, los
valores de efectividad fueron calculados luego de agrupar las proteinas segun la

longitud de sus secuencias (Tabla 8).

Tabla8. Resultados experimentales de la capacidad de generalizacién de FoDT.
Donde se utilizé como base de datos un conjunto de 5.233 proteinas con identidad de hasta
el 30%, el cual se dividio en 4 particiones. Como resultado se obtuvieron las variables (Ap)
que es la efectividad de la prediccion, (R) que es el mejoramiento del desempefio sobre un
predictor aleatorio, (Xd) que mide la distribucion de la prediccion respecto al valor real, (S)
que es la sensibilidad del predictor y (F) que es F-Measure, la media armodnica entre la
precision y la sensibilidad.

Algoritmos 0<Lls<100 100 < Ls < 200 200 < Ls < 300 300 < Ls <400
Ap 0,69 0,57 0,42 0,32
R 4,83 8,62 10,4 10,89
Xd 0,42 0,44 0,40 0,38
S 0,72 0,59 0,54 0,50
F 0,70 0,58 0,47 0,39

La Tabla 8 muestra un buen comportamiento general del algoritmo propuesto,
manteniendo una efectividad superior al 42% para proteinas de hasta 300 aminodcidos
de longitud y de 32% para proteinas mayores. Como es de esperar, tanto la efectividad
como la sensibilidad del algoritmo disminuyen con el aumento de la longitud de la
secuencia (Figura 39). Pero este decrecimiento no es drastico y se justifica por la

aparicion de interacciones de largo alcance, las cuales son mas dificiles de predecir.
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Figura 39. Desempefio del algoritmo ante un conjunto de proteinas heterogéneas.
En el grafico se muestran la efectividad del algoritmo (Ap), la sensibilidad (S) y la media
armonica entre ambas medidas o F-Measure (F).

Como se puede observar en la Figura 39, FoDT la media armodnica entre la efectividad y
la sensibilidad del algoritmo describe un descenso suave con el incremento de la
longitud de la secuencia. Manteniéndose en todo momento sobre el 35% vy
evidenciando la capacidad de FoDT para predecir correctamente proteinas de hasta

300 aminoacidos de longitud.

En la Figura 40 se muestra cdmo se comporta esta asignacion de contactos. Es
evidente que mientras mayor es la proteina el predictor mejora su capacidad de
prediccion sobre el predictor aleatorio (R). Caracteristica bastante deseable para
cualquier predictor. La distribucién de los contactos se mantiene sobre el 36% para las
proteinas de cualquier longitud. Aunque, al igual que sucede con la efectividad y la
sensibilidad, los contactos son mejor distribuidos para proteinas de longitudes

menores que 200 aminodacidos.
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Figura 40. Grafico de analisis de la capacidad de asignacion de contactos de FoDT. (R) Mejora sobre
un predictor aleatorio. (Xd) Distribucién de los contactos.
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6.3.3.3.- Comparacion con algoritmos del estado del arte
Para realizar el analisis comparativo del comportamiento de FoDT con algoritmos del
estado del arte, fueron empleados los conjuntos de datos del CASP9 y el CASP10. En

ambos casos la experimentacion se realizdo empleando las reglas del CASP.
Resultados con el set del CASP9

Para la comparaciéon fueron empleados los servidores de prediccidon mas importantes
que se encuentran publicamente: SVM-SEQ[216], NNcon [107], FragHMMent [217] y
LRcon [22]. Un importante predictor publico que fue excluido es SVMcon [33], [218],
debido a que emplea el mismo algoritmo que SVM-SEQ[22]. El resultado de la

comparacion se muestra en la Tabla 9.

Tabla 9. Comparativa de FoDT con algoritmos del estado del arte, con el set del CASP9.

Algoritmos Mejores L/10 predicciones Mejores L/5 predicciones

Acc Cov Fm Acc Cov Fm

FragHMMent 0,37 0,12 0,18 0,34 0,22 0,27
NNcon 0,59 0,19 0,28 0,48 0,31 0,37
SVM-SEQ 0,61 0,19 0,29 0,51 0,33 0,40
LRcon 0,65 0,21 0,31 0,54 0,35 0,42
FoDT 0,55 0,61 0,57 0,41 0,46 0,43

Los algoritmos de SVM-SEQ, NNcon y LRcon presentan un mejor comportamiento que
el algoritmo propuesto FoDT, en cuanto a la efectividad (Acc). Mientras que FoDT los
supera en cuanto a cobertura (Cov), con valores siempre superior al 46%, y a la media
armoénica con valores superiores al 43%. Por lo que se realizé una prueba de

significacidn estadistica (Anexo 7), cuyos resultados se muestran en la Tabla 10.

Tabla 10. Resultados de las pruebas de significaciéon estadistica de la comparacion entre
algoritmos.

Algoritmos | FragHMMent NNcon SVM-SEQ LRcon FoDT

FragHMMent = = + +
NNcon = = = =
SVM-SEQ = = = =
LRcon - = = =
FoDT - = = =

En la Tabla 10, se muestra claramente que FoDT supera con significacion estadistica, el
comportamiento de FragHMMent e iguala con el resto de los algoritmos. La tabla de
rangos de Friedman (Anexo 7), ubica a FoDT en una segunda posicion con un indice de

2.0, sélo superado por LRcon, con un indice de 1.6.
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Sin embargo, LRcon estd basado en regresidon logistica, NNcon esta basado en redes
neuronales, SVM-SEQ esta basado en maquinas de vectores soporte y FragHMMent en
modelos ocultos de Markov. Lo cual significa que, a diferencia de FoDT, los algoritmos
con éste que compite no poseen una base de conocimiento facilmente interpretable,

cualidad esta que es sumamente deseable.
Resultados con el set del CASP10

Para realizar esta comparacion, los resultados de los métodos de prediccién fueron
extraidos de: http:/predictioncenter.org/casp10/rr_results.cgi. Donde, son incluidos
los 25 mejores algoritmos basados en secuencias segun el reporte de evaluacion del

CASP10 [219].

Los algoritmos estdn ordenados, empleando la recomendacion de los evaluadores del
CASP, empleando los resultados para los L/5 contactos de largo alcance, como medida
de la robustez de los resultados (Anexo 8). Con la intencion de proveer un punto de
vista sobre la calidad de los predictores, este ordenamiento se basa en la media entre

la efectividad (Acc) y la dispersidn de las predicciones (Z-Score).
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Figura 41. Ordenamiento de los predictores participantes en el CASP10 y FoDT, basado en la media
entre el Accy el Z-Score.
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Como puede observarse en la Figura 44, el método propuesto (FoDT) no presenta los
mejores valores de efectividad. Sin embargo, muestra el tercer mejor valor de Z-Score.
Lo cual significa que FoDT puede asignar contactos con una alta fiabilidad. Lo cual lo

ubica entre los mejores algoritmos del ordenamiento.
6.3.- Analisis del dominio de aplicacién

La definicién del domino de aplicacién (Applicability Domain) de un algoritmo es un
problema de suma importancia. Esto se debe a que no siempre un algoritmo robusto y
validado puede predecir adecuadamente todo el universo. Especialmente en el
problema de prediccién de proteinas, donde existe una gran variabilidad en los datos,
la informacién con que se cuenta no siempre es fiable y, por naturaleza, determinadas
proteinas pueden cambiar su estado. Razdn por la cual, sélo las predicciones realizadas
para el domino de aplicacién donde esta validado el algoritmo pueden considerarse

fiables.

El dominio de aplicaciéon puede ser definido tedricamente como una regién o area,
donde el modelo propuesto responde adecuadamente. Y esta caracterizado por la
naturaleza del conjunto de datos de entrenamiento y sus descriptores especificos. Por
lo que no debe confundirse el dominio de aplicacidon del algoritmo con los dominios

conformacionales, evolutivos o funcionales de las proteinas [220].

Para este analisis se extrajo un conjunto de 49 proteinas pertenecientes a diferentes
dominios estructurales: alpha, alpha/beta, alpha+beta y beta (Anexo 2). Este

conjunto se selecciond siguiendo el criterio de Abu-Doleh y colaboradores en [23].

Los resultados experimentales se muestran en la Tabla 11, donde, el funcionamiento
del algoritmo fue analizado para cada uno de los dominios estructurales por separado.
Tomando en cuenta la efectividad (Ap), la sensibilidad (S), la media armdnica (Fm), asi

como su comportamiento comparado con un predictor aleatorio.

Tabla 11. Comportamiento del algoritmo ante diferentes dominios estructurales.

Experimento Alpha Alpha/Beta Alpha+Beta Beta
Ap 0,64 0,62 0,52 0,48
S 0,67 0,62 0,54 0,48
Fm 0,65 0,62 0,52 0,47
R 14,7 13,83 10,13 8,04
Xd 0,43 0,38 0,42 0,46
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Como se puede observar, el comportamiento del algoritmo para cada uno de los
dominios estructurales es similar. Alcanzando una efectividad superior al 60% para las
proteinas compuestas mayoritariamente por hélices a, dominios Alpha y Alpha/Beta.

Pero manteniendo, en sentido general, la media armdnica superior al 47% (Figura 42).

09
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0,6
0,5 HAp
0,4 BS
03 Fm
0,2
0,1
0

Alpha Alpha/Beta Alpha+Beta Beta
Dominos estructurales

Porcentaje

Figura42. Andlisis de la efectividad del algoritmo ante dominios estructurales.
El andlisis incluy la efectividad del algoritmo (Ap), la sensibilidad (S) y la media
armonica entre ambas medidas o F-Measure (Fm).

FoDT logra asignar contactos con una adecuada distribucion (superior al 38%), en
todos los casos. Sin embargo, de igual manera que con la efectividad y la sensibilidad,
FoDT logra una mejora sobre un predictor aleatorio alrededor de los 14 puntos
porcentuales para las proteinas con dominios estructurales Alpha y Alpha/Beta (Figura

43).
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Figura 43. Andlisis de la capacidad de asignacion de contactos del algoritmo ante dominios
estructurales.

Con el objetivo de determinar si existen diferencias estadisticamente significativas en
las clasificaciones para los diferentes dominios estructurales, fueron empleados

multiples pruebas estadisticas no paramétricas. Mediante la prueba de Friedman se

Prediccién de Mapas de Contactos de Proteinas Mediante Multiclasificadores 133



Validacion de los resultados

comprueba la hipdtesis nula de que el algoritmo obtiene resultados similares, como
promedio, para todos los dominios. Si la hipdtesis nula es rechazada, entonces son

aplicadas las pruebas de post-hoc: Bonferroni-Dunn, Holm, Hochberg y Hommel

(Figura 44).
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Figura 44. Representacidn visual de ordenamiento promedio de Friedman con un a = 0.10, para
Alpha, Beta, Alpha/Beta y Alpha+Beta.
La linea oscura conecta los dominios para los cuales no existen diferencias
estadisticamente significativas.

A partir de este analisis, se puede concluir que el algoritmo FoDT puede ser empleado
en la predicciéon de mapas de contactos para proteinas que posean cualquier tipo de
dominio estructural. Resultando siempre mdas efectivos en proteinas formadas

mayormente por a-hélices.
6.4.- Mecanismo de interpretacion

FoDT, al estar basado en arboles de decisidn, tiene la habilidad de poseer un modelo
de conocimiento interpretable. Lo cual le proporciona una apreciable ventaja sobre el
resto de los algoritmos basados en redes neuronales, modelos probabilisticos,
maquinas de vectores soporte, entre otros. Debido a que las bases de conocimientos
de las redes neuronales son matrices de pesos o en las maquinas de soporte de
vectores son matrices de vectores, las cuales no pueden ser explicadas con facilidad

por el bidlogo (usuario final).

La concepcién misma de un arbol implica un conjunto tangible de reglas. Lo cual es de
gran importancia para los especialistas bidlogos. Debido a que FoDT estd sugiriendo un
conjunto de reglas extraidas de regularidades observadas frecuentemente en el
aprendizaje de la relacidon que pueda existir entre la secuencia de aminoacidos y su

estructura.

FoDT propone un arbol de decision por cada una de las 400 parejas de aminodcidos.
Donde, cada hoja codifica directamente para contacto (C) o no contacto (NC) con un

nivel de confianza que esta en dependencia de la cantidad de veces que se observa el
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patrén. Cada arbol se construye a partir de diferentes sets de datos, lo cual condiciona
la diversidad entre ellos. Esto se puede apreciar en la Figura 45, la cual muestra los
arboles de decisiones construidos para los pares de aminoacidos K-E y F-W (comunes

en las proteinas).

Arbol : F-W
Hojas: 9

Figura 45. Arbol de decisidn construido para los pares de aminodcidos K-E y F-W.

En la Figura 45 puede apreciarse, que el arbol K-E comienza a cortar tomando en
cuenta el atributo "Separacidn en la Secuencia". Luego toma en cuenta, mayormente,
la frecuencia de aparicién de los amino acidos y la propiedad de hidrofobicidad.
Mientras que el arbolo F-W comienza a cortar tomando en cuenta la frecuencia de
aparicion de un amino acido y, posteriormente, toma en cuenta otros atributos como
la “Longitud de la Secuencia”. Este grado de especializacién de cada uno de los 400
arboles en el clasificador, contribuye a que la prediccién de FoDT supere a otros

algoritmos basados en un clasificador simple.

La evaluacién de la subcadena, formada entre un par de amino 4cidos de una
secuencia, en estos arboles devolverd una clase correspondiente a la prediccién de la
existencia de contacto o no entre los amino dacidos objetivo. La que puede ser
representada como un conjunto de reglas con el formato si—entonces, facilitando su
comprensién por parte de las personas. Por ejemplo, del arbol K-E pueden extraerse 9
reglas: 3 para contactos, con una alta confianza (97/1, 60/0 y 13/1 respectivamente) y

el resto para no-contactos. Las reglas generadas por el arbol serian las siguientes:
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o siSeqSep >5Y fian >4y frrry) > 0 fiasn) > 3 = predecir contacto (1: 60/0)
e siSeqSep <5 - predecir contacto (0.99: 97/1)

o siSeqSep >5Y fiaa)>4Y frry) =0 frasp) > 1Y fipro) < 3 Y fiuz) > 1
y fue) < 1 - predecir contacto (0.93: 13/1)

e en otros casos - predecir no-contacto
donde, SeqSep es la separacion en la secuencia y f(aa) es la frecuencia de aparicién del
amino dacido aa en la subsecuencia. El valor real que aparece a continuacién
representa el nivel de confianza (entre 0 y 1). Los valores restantes representan la
cobertura, o sea, cudntas veces se cumplié la regla del total de veces que se dio la

combinacidn especificada.

FoDT suele generar arboles pequefios que pueden comprender entre 10 hasta 130
reglas. El tamafio de los arboles depende de cuan comunes son las parejas que se
forman en las proteinas de entrenamiento. Por lo general, las parejas mds comunes
generan arboles mas grandes, mientras que las parejas poco comunes generan arboles

pequefios. Como promedio, FODT genera reglas con mas de un 85% de confianza.

La capacidad de FoDT de generar una pequena colecciéon de reglas con una alta
confianza representa una gran ventaja para su mecanismo de interpretacidon. FoDT
brinda el conjunto de reglas ordenadas en cuanto al nivel de confianza y cobertura.
Esto facilita el trabajo de los investigadores, responsables de “descubrir” indicios de
cémo se realiza el plegamiento de las proteinas, dando explicacién biolégica de alguno

de dichos supuestos (reglas).
6.5.- Conclusiones parciales

El algoritmo propuesto en esta investigacion, fue evaluado segun los principios
establecido por la OECD. El analisis del dominio de aplicacidon permitié demostrar que
el algoritmo se comporta mejor para proteinas formadas por a-hélices. La validacién
interna mostrd la robustez de FoDT y su bondad de ajuste. Mientras que en el proceso
de validacién externa, se pudo constatar la capacidad de generalizacidon, demostrando
la capacidad de FoDT para asignar contactos con una efectividad similar a los
algoritmos del estado del arte, con un coste computacional muy bajo. No obstante, la
principal ventaja de FoDT radica en su mecanismo de interpretaciéon de la base de

conocimiento.
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Capitulo 7

Conclusiones y trabajos futuros

7.1.- Conclusiones

En esta investigacidon se propuso el algoritmo FoDT, el cudl es capaz de predecir mapas
de contactos de proteinas con una efectividad similar o superior a los algoritmos del
estado del arte a partir de la informacién brindada por la secuencia de aminodcidos.
Este, es un multiclasificador de combinacién por seleccién, con optimizacién de
cobertura, basado en drboles de decision C4.5. La diversidad se logra con la
especializacidén de cada clasificador base en la prediccion de contactos para la pareja
de aminodcidos que representa. Para lograr este efecto, se adoptd una arquitectura
horizontal o paralela, donde sélo se activa un clasificador por vez en dependencia del
par de aminoacidos que se esté prediciendo. Este esquema hace que FoDT reduzca
significativamente el elevado coste computacional que caracteriza a los

multiclasificadores de arquitectura paralela.

El analisis del dominio de aplicacién permitié demostrar que FoDT se comporta mejor
para proteinas formadas por hélices a. La validacién interna mostrd la robustez del
algoritmo y su bondad de ajuste. Mientras que en el proceso de validacion externa, se
pudo constatar la capacidad de generalizacion del mismo ante 5.233 proteinas
heterogéneas. Al comparar FoDT con algoritmos del estado del arte, éste fue capaz de
asignar contactos con una efectividad del 55%, similar a los algoritmos de los
servidores publicos mas eficaces de la actualidad, con un coste computacional muy
bajo. Sin embargo su principal ventaja radica en la capacidad de brindar un mecanismo

de interpretacién de la base de conocimiento.

Se propuso, ademas, un nuevo esquema de codificacién que incluye la informacion de

la subsecuencia implicita entre los aminodcidos no adyacentes, las propiedades fisico-
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quimicas, la distancia entre los aminodcidos y la separacidn a que se encuentran en la
secuencia. El principal aporte de esta codificacion es el andlisis por separado cada una
de las parejas de aminodcidos que pueden formarse, lo cual representa la
descomposicién del problema en 400 subproblemas (20 x 20 aminoacidos). Esta idea
no simplemente cambia de la visidn holistica del problema a una visidn reduccionista,
sino que propone una simplificacién al proceso de entrenamiento de los algoritmos de

aprendizaje automatico.

Debido al alto nivel de desbalance que existe en la prediccién de mapas de contactos,
se disefié un nuevo algoritmo de remuestreo al que se denomind: Estrategia Genética
Simulada (EGS). El cual realiza un sobremuestreo basado en la probabilidad de
aparicion de los aminodcidos en las secuencias y emplea una estrategia genética para
la generacién de nuevas instancias. El operador de mutacién de EGS emplea la matriz
de sustitucién BLOSUMG64 para reemplazar los aminodacidos seleccionados. EGS
garantiza que los nuevos individuos mantengan un parecido con sus padres de al

menos un 50%.
7.2.- Trabajos futuros

Al concluir esta investigacion, se abren nuevas lineas de investigaciéon que podrian

darle continuidad:

e Teniendo en cuenta que generalmente las técnicas de prediccidon ab initio no son
mas efectivas que las basadas en modelos, se impone combinar el andlisis de
cada una de las parejas de aminoacidos que pueden formarse con la informacion

evolutiva de las proteinas.

e Con el objetivo de lograr incrementar la capacidad de prediccion de los
algoritmos de prediccion de mapas de contactos, se hace necesario investigar en
métodos de postprocesamiento mas efectivos, que tomen en cuenta la

ocurrencia de las interacciones de largo alcance.
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Anexo 1.- Matriz de sustitucion

Ala 4
Arg -1 5
Asn -2 0 6
Asp | -2| -2 1 6
Cys of -3| -3| -3 9
Gln -1 1 0 0| -3 5
Glu -1 0 0 21 4 2 5
Gly 0| -2 of -1 -3| -2| -2 6
His -2 0 1| -1| -3 0 o -2 8
lle 1| -3 -3 -3| -1 -3| -3| 4| -3 4
Leu 1 -2 -3 4| -1 -2| 3| 4| -3 2 4
Lys -1 2 of -1| -3 1 1| -2 -1| -3| -2 5
Met| -1 -1| -2 -3| -1 0| -2 -3| -2 1 20 1 5
Phe 2| -3 -3 -3| -2 -3| -3 3] 1 0 0| -3 0 6
Pro -1 -2 -2 -1 -3} -1| -1| -2| -2| 3| 3| -1| -2| -4 7
Ser 1] -1 1 0| -1 0 0 o -1| -2 -2 o -1} -2 -1 4
Thr 0| -1 of -1 -1 -1| -1| -2 -2 -1{ -1} -1| -1| -2| -1 1 5
Trp -3 -3 4| 4| -2| -2| 3| -2| -2 -3 2| 3| -1 1| 4| -3 2| 11
Tyr 2 -2 -2 3| -2| -1 -2| -3 21 -1 -1 2| -1 3 3| -2| -2 2 7
Val o| -3| 3| -3| ‘1| -2 -2 3| -3 3 1| -2 1| -1| -2| -2 o 3| -1 4
Ala [Arg |Asn |Asp |Cys |GIn [Glu |Gly |His |lle |Leu [Lys [Met |Phe |Pro |Ser |[Thr [Trp |Tyr |Val

* BLOSUM (BLOcks of Amino Acid SUbstitution Matrix, o matriz de sustitucion de
bloques de aminoacidos) es una matriz de sustitucion utilizada para el alineamiento
de secuencias de proteinas. BLOSUM se usa para puntuar alineamientos entre
secuencias de proteinas evolutivamente divergentes.

En biologia evolutiva una matriz de sustitucion, o de puntuacién, describe el ritmo al
gue un caracter en una secuencia cambia a otro caracter con el tiempo.
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Anexo 2.- Conjunto de 49 proteinas para el analisis del dominio de aplicacion.

Alpha Ls Alpha/Beta Ls Alpha+Beta Ls Beta Ls
1DTO_A 197  1CVIA 342 1C9H_A 107  1C3G_A 170
1EFY_A 350  1DXE_A 253 1E8I_A 117  1CUO_A 129
1EW6_A 137  1DXH_A 335  1EOE_A 100  1DN2_A 207
1EYH_A 144  1E6K_A 130  1EUV_A 220  1DQI_A 124
1F06_A 320 1E6L_A 127  1EZV_F 125  1DSO_A 323
1F2U_B 145  1EVI_A 340  1FNT K 198  1E02_B 238
1F40_A 165  1FIM_A 162 1FWK_A 296  1EQD_A 184
1FBV_A 388  1F50_A 149 1G24 A 211 1FF5_A 219
1FKO_A 93 1FAA_A 120 1G62_A 224 1G43_A 160
1FT5_A 210  110Z_A 33 1HQM_E 91 1HWM_B 264
1FYZ_E 168 1101_A 395  1I5I_A 174
1HM6_A 345 1Q17_A 253 1194_Q 104
1HNW_D 208

111R_A 302

1194_D 208

Longitud de la Proteina (Ls) es el nimero de residuos de la estructura covalente.
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Anexo 3.- Conjunto de validacion interna.

LS: 0-100 (778

1A1P
1B9U
1CQY
1DXS
1FI0
1GVD
1HUS
11QS
1IMT
1KQI
IMEA
1NQ4
1P82
1Q23
1RG6
1SSL
1TPM
1v31
1VZM
1WQ6
1X7V
1Y4E
1ZKE
2AB9
2BEQ
2CKX
2D
2EBW
2EW4
2FS1
2HF5
211D
2101
2359
2K19
2KBC
2KJF
2071
2P7R
2QYW
2VIR
2WQI
27D
3BS3
3DM3
3FPO
3HZQ

1A71
1BAZ
1Cv9
1EOB
1FOZ
1GVP
1HUC
1IRZ
1INI
1KUW
1MGQ
INT6
1P9G
1Q68
1RI9
1SXD
1TTN
1V50
1WIN
1WQB
1X9B
1Y66
1ZMI
2AGH
2BEY
2CP9
2DK1
2ECI
2EZK
2FTX
2HFR
2I2H
2J0F
2JSB
2K1P
2KBZ
2KJY
208X
2P9X
2Q2D
2VIT
2WQJ
27FZ
3BV8
3DNL
3FT7
313C

1A7Y
1BBG
1CXY
1EOE
1FPO
1Gw3
1HY9
1IUR
1304
1KVE
IMHN
INTC
1P9T
1Q8D
1RIJ
1TOH
1U0I
1V5R
W21
1WQE
1X9X
1YCE
1ZPV
2AIB
2BF9
2CPG
2DL6
2EE1
2EZW
2G2S
2HFV
214S
2J0R
235X
2K2Q
2KCC
2KK4
20A5
2PIV
2Q71
2V2F
2WT8
2ZNF
3BW1
3DP5
3FVA
3IF4

LS: 100-200 (772)

1A1X
1BOU
1D40
1EX2
1G1T
1HD2
1IDP

1A80
1BCT
1CYB
1E74
1FRE
1H75
1HYK
1IUY
1IXC
1KWA
IMKC
INY4
1P9K
1Q8H
1RMK
1TOY
1U5M
1V66
W41
1WQJ
1XE1
1YDO
1ZPW
2AJE
2BFI
2CQA
2DNT
2EEM
2F3A
2GDL
2HG7
2ISF
2305
2178
2K38
2KCM
2KK7
20BP
2PKA
2RCZ
2V5F
2WX3
2ZPM
3BY7
3DWU
3FYB
31G9

1ACO
1BTN
1D9C
1EXT
1G5Q
1HKQ
1I1G6
1JFM
1KQ6
1MD6
INEP
10BO
10X3J
1Q8C
1IRTT
1SMB
1710z
1UJK
1vov
1W9E
1wou
1XMA
1YFU
1723

1ABA
1BCV
1CZQ
1E75
1FSB
1H7V
1HYM
1IV0
13Y4
1KWD
IMLI
INY8
1PAV
1QD6
1RQ6
1T1V
1U9L
1V6P
1W4J
1WRG
1XF7
1YIB
1ZR9
2AIW
2BH8
2CQu
2D05
2EF8
2F6M
2GF4
2HGC
215U
230w
217G
2K3C
2KCN
2KKE
20CT
2PNE
2RHF
2V75
2YRA
2277
3BYP
3E07
3G1G

1ADX
1BFW
1DIN
1ECI
1FUL
1H8B
1HZ6
1IXU
13zpP
1KZ2
1MOF
INZP
1PBS
1QFN
1RR7
1751
1U9P
1V7H
1WAP
1WRI
1XGA
1Y3P
1ZRV
2AKK
2BKF
2CRL
2D0G
2EGP
2FA8
2GFF
2HGF
216V
23P6
2JTM
2K31J
2KCT
2KL8
20MP
2PNV
2RIL
2VKN
2YRC
3A70
3BZY
3EOE
3GGM

1ADZ
1BOE
1D6G
1EDS
1FW5
1H8G
1107
1IYC
1K1Z
1KZ5
1MOT
INZS
1PCE
1Q1T
1RXR
1752
1UAO
1V90
1WBR
1WS0
1XKM
1YL9
1ZUF
2AL3
2BP4
2CS3
2DQ5
2EHE
2FBO
2GFR
2HGO
2197
23PC
2JTU
2K47
2KCV
2KLU
20MQ
2P08
2RK5
2VKP
2YRK
3B4D
3c0C
3E19
3GHD

1AFO
1BRV
1D7N
1EI0
1FYJ
1H98
1125
130T
1K36
1L4T
1NO9
106W
1PD6
1QP6
1RYK
1755
1UAW
1V92
1WCO
1WT6
1XMT
1YLQ
1ZUY
2AMI
2BPS
2CS7
2E1F
2EKT
2FC6
2GGR
2HI3
21C6
21PI
2300
2K4X
2KD3
2KN9
200A
2PQR
2RLL
2VLG
2YS0
3B4S
3C6W
3E4H
3GL6

1AH9
1BTS
1D7Q
1ELO
1612
1HA9
1127
137M
1K50
1L5P
INOD
108R
1PDG
1QPM
1RZS
1T5M
1UEO
1v98
1WEQ
1WU0
1X0u
1YOD
1Zwv
2AQ0
2BSK
2CSA
2E2S
2EKK
2FC7
2GIB
2HIM
2IV5
2IPW
2Iv4
2K52
2KDR
2KNJ
20P0
2Q2F
2RMF
2VRD
2YSL
3BAS
3CA7
3E8V
3627

1AHO
1BW6
107T
1EN2
1G2B
1HDF
1135
137Q
1K7B
1L9L
1NOZ
109Y
1PEH
1QS3
1SIN
1T7H
1UFN
1VBW
1WFD
1WV9
1XRZ
1YSF
17X3
2ARI
2BV2
20VI
2E62
2ELN
2FDO
2608
2HL7
2IY2
21Q1
23V5
2K59
2KE1
2MLP
2012
2Q33
2RMG
2VT1
2YT8
38D1
3CCD
3ENC
3GZF

1AJY
1BYO
1D8B
1ENH
1G2C
1HFE
1171
1391
1K8V
1LBJ
IN1J
1086
1PEN
QW2
1S3A
1TER
1UGI
1VC3
1WHZ
1WVK
1XS3
1YUK
1ZXA
2AXD
2BWF
2CX6
2E6R
2ELO
2FFM
2GRG
2HM2
217X
21Q3
2JVR
2K5J
2KEG
2NN4
20U1
2QFF
2RN9
2VXF
2YTV
3BEY
3CEC
3EUN
3GZM

1AL1
1BZK
1D8J
1ERY
1G2Y
1HFF
1I8E
1JAU
1KB8
1LG4
INSG
10ET
1PFT
10XQ
1S4H
1TGO
1UL5
1VD4
1WII
1WXS
1XT7
1YVC
2A05
2AY0
2BYK
2CYU
2E6W
2ELU
2FHT
2GTJ
2HN8
235H
2104
2IWG
2K61
2KEL
2NPB
20VG
2QIF
2RND
2VY5
2YUO
3BFO
3CI9
3EUS
3H36

1ALE
1C01
1D9L
1ET1
1G6E
1HGZ
1193
13BF
1KBE
1LGH
INCS
10M2
1PIV
1QYP
1S6W
1TH7
1UMQ
1VDI
1WIL
1WY3
1XU6
1YWW
2A1C
2B19
2C0S
2Cz4
2E6Z
2ENV
2FK4
2GX1
2HNU
2176
21QS
23X5
2K6M
2KEO
2NQC
20YV
2QKH
2RNL
2W0T
2YU4
3BHP
3CIH
3EWO
3H5G

1APJ
1C4B
1DEB
1FOD
1G6U
1H30
1IFK
11D8
1KFT
1LR1
INCT
10V2
1PLC
1R05
1S7pP
1TIF
1UNO
1VDL
1WI2
1Wz4
1XWR
1YYl
2A1)
2B5Q
203G
2D35
2E73
2EQE
2FLG
2HOD
2H02
2373
2JQwW
21X8
2K7G
2KER
2NWT
20YY
20KQ
2RNM
2W10
2YU8
3BNO
3CVMH
3EWG
3HFO

1AVY
1C4E
1DFW
1F43
1GHC
1HO7
1IFL
1JEG
1KG1
1LUO
INEG
10v9
1PLW
1R77
1SAN
1TIG
1UTG
1VFY
1WIN
1X32
1XX3
172Q
2A26
2B7E
2C60
2D68
2E8D
2EQ]
2FLY
2H1Z
2HQH
2JEE
2IR3
23XJ
2K7Y
2KFK
2NX7
20YZ
2QLX
2RNQ
2W50
2YUK
3BN7
3CTV
3F5H
3HGL

3JQH 3JTN 3JVO 3KOX 3K3S 3KIK 3KLW 3MRA 3NLA 3SAK 6RLX

1AHS
1BW3
1D9S
1EZ3
1G7D
1HML
1118
1JHC
1KSR
1MG4
INFA
10CY
10Y2
1Q9C
1RW6
1sqQL
1TP5
1ULY
1voy
1W9R
1wPB
IXMW
1YG2
172w

1AQC
1BXD
1DDB
1F1E
1G84
1HQZ
111Y
1IHF
1KU9
IMIL
ING2
10D3
1P0Z
10B3
1RXQ
1SQu
17TQ8
1UPQ
1VCD
1WF6
1WPV
1XPN
1YGM
173E

1AUY
1BYF
1DGW
1F32
1GoL
1HR3
1100
1JHG
1KXG
1MK4
INI7
10D6
1P32
1QCS
1514
1sQw
1TQG
wT7
1VHI
1WFS
1WS6
1XQB
1YGT
1Z6N

1AWE
1BYR
1DI0
1F3U
1GCF
1HRU
1IQV
111G
1L1P
1MKA
INIG
10HU
1P4p
1QF0
152X
1SRA
1TU3I
1UTY
1VHU
1WFX
1WUB
1XSV
1YK9
176U

1AYO
1BZ4
1DMG
1F5M
1GHE
1HTN
1IRG
1JLI
1L3A
IMW5
INL1
1014
1P5S
1QHX
1S6D
1554
1TUL
1UUN
1v32
1WFY
1WWI
1XTS
1YKU
1Z7U

1BOB
1C05
1Dov
1F7C
1GME
1HUF
1IRS
1ImMv
1L5T
IMWW
1NO5
1035
1P5T
1Q18
1S79
1SS6
1TuZ
1uvQ
1VIE
1WGK
1WXP
IXTE
1ym3
1781

1B1C
1C2N
1DYO
1F7D
1GMX
1HUL
1IRY
1J0C
1LB6
1IMXT
1INP8
1000
1P90
1Quo
1S7A
1SU0
1TVG
1uwo
1VKB
1WGO
1wy9
1XW3
1Yo7
1ZAV

1B93
1C8N
1E5K
1FGY
1GPR
1112
1ITV
1378
1LKI
1NOE
1INWA
10P4
1PI1
1QwD
1S7K
1T1D
102w
1UWW
1VKF
1WHN
1X94
1XZ0
1YPY
17CE

1BAK
1CEX
1E7L
1FHG
1GUT
1116
1IUF
1IYA
1LKK
1NOR
INWW
10QA
1PL3
1QYN
1S7M
1T1J
1U3B
1UX0
1VKI
1WI5
1X9U
1YOH
1YQ8
17D0

1AWY
1C94
1DGN
1F4T
1GHH
1HP9
1IFP
1JEI
1KJ6
1LV4
INEI
10W5
1PM3
1R7]
1SEO
1TOR
1UUC
1VH6
1WIV
1X3U
1XY4
1Z4H
2A3D
2B7T
2C6A
2DCI
2EA6
2EQQ
2FMR
2H3N
2HTS
2IMC
2IR5
21Xz
2K8X
2KI9
2NZ7
2P06
2QSB
2R00
2W7A
2YUM
3BPJ
3czC
3F60
3HIL

1BGF
1cmc
1EA]
1FIR
1HO5
1I2H
1IWM
1K2E
1LM5
1IN3G
INXH
10R4
1PPY
1R5E
1SAU
1T4Y
1USF
12y
1vP8
wi7
1XED
1Y63
1YRE
1ZLD

1AZ6
1C90
1DQB
1F56
1GIF
1HQJ
1IFY
13H4
1KMR
1LWR
ING7
1022
1PN5
1R80
1SG5
1T0S
10U3
1VIG
1WKT
1X3X
1XY5
176V
2A6C
2B97
2C7H
2DDI
2EAM
2ERS
2FN2
2H4B
2HUG
2IMD
2IRT
23Y5
2K93J
2KIB
200S
2P4E
2QSK
2R03
2w84
2YX8
3BQP
3D0W
3FB9
3HLU

1BHD
1C0Z
1EIW
1FPZ
1H2I
1158
1IX5S
1KA6
1LM8
IN3K
INXT
10SC
1PQ1
1R5S
1SBQ
1T6U
1U79
1V4R
1VR3
W33
1XFS
1Y8M
1YRK
1750

1B22
1CB3
1DU6
1F62
1G3S
1HR1
1IGQ
1117
1KN6
IM7L
INHO
1POL
1PYA
1R94
1531
1TOT
1Uv7
VL3
1WM3
1X40
1Y02
1Z9F
2A7Y
2BA2
2C33
2DGR
2EBB
2ES6
2FQ8
2H8S
2104
2IMY
2IRW
2127
2K9L
2KIX
201K
2P5M
2QTX
2RP4
2W93J
2YYF
3BQS
3D2Q
3FBL
3HTK

1B18
1CUK
1EJ8
1FVG
1H4X
1I5N
1J1H
1KIN
1LSL
1N62
1INXJ
10SG
1PQH
1RDU
1SHS
1782
1U7P
1V5K
1VSR
1w3Q
1IXGW
1Y93
1YS5
17TS

1B3A
1CL4
1DUM
1F6V
1GM3J
1HST
1IHR
13K4
1KOY
1MAG
INKF
1P00
1PZW
1R9V
1SKK
1TP4
1UVF
1VM3
1W03
1X4R
1Y29
1ZAQ
2A93
2BAY
2CK5
2DI0
2EBI
2EVB
2FQC
2HBA
210X
2IN5
2JRY
2178
2K9P
2KJ1
204T
2P5T
2QV0
2RPA
2WG5
2Z0A
3BRI
3D8L
3FCG
3HTY

1BKR
1cve
1EJE
1FVK
1H97
1167
1330
1KKG
1LU4
1IN6Z
INXM
107G
1PQW
1RJH
1S37
1TC1
1U9D
1V5M
1VYI
1WKQ
1X3C
1Y9I
1Yup
1zU0

1B4G
1CQ4
1DVW
1F9pP
1G06
1HTM
1IML
13L0
1KQE
1MB1
INKZ
1P5K
1Q0V
1RBD
1SN9
1TPG
1UVG
1VMG
1WOT
1X58
1v43
12GX
2AB3
2BC8
2CKC
2DIR
2EBV
2EVQ
2FQM
2HDZ
2118
2INH
2353
2KOB
2KAL
2KJ6
206K
2P63
2QYC
2UWQ
2WIE
2Z0R
3BRV
3DKM
3FOD
3HZ7
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1ZZwW
2A09
2B6F
2CFX
2D4G
2DKO
2EBU
2F22
2FK5
2GoT
2GS5
2HLO
216C
2111
2]8I
2]SS
2K2W
2K9U
2KLH
204D
20KQ
2P1]
2PWJ
2QEU
2Qwv
2RGT
2V44
2VY6
2YT2
2ZCA
3BB9
3BY8
3CNU
3D6I
3EBN
3EYX
3FB2
3FOG
3G8W
3H3H
3HKV
3ICU
3JRN
3KKC

2A15
2AP3
2B7F
2CH8
2D58
2DMH
2EBY
2F4P
2FKD
2GA1
2GU]
2HLW
2I6H
2IKB
2]9C
2]TY
2K33
2KAA
2KLL
205F
20LM
2P23
2PYQ
2QG8
2QWw
2RH3
2VaX
2VZ5
2YT4
2ZCM
3BBB
3BYW
3CNV
3D6R
3EDU
3F04
3FBU
3FPW
3GA4
3H4Q
3HL4
3IEY
3JRV
3KKG

2A4D
2AP6
2B8M
2CLB
2D7E
2DMW
2ECU
2F53
2FLH
2GAX
2GUX
2HNG
216]
2IM8
21A4
2JUA
2K3G
2KAT
2KLO
2066
20MO
2P25
2PZ9
2QG0
2QYA
2RHK
2V5T
2W1J
2YTU
2ZCW
3BBD
3BZB
3C00
3D6W
3EEF
3F08
3FCD
3FRQ
3GG6
3H51
3HM2
3IIM
3JUwW
3KTB

LS: 200-300 (308)

1A04
1D4A
1G3Q
131T
1KY9
INHG
1017
1Q1Q
1RC9Y
1TKE
1UYJ
1WHS
1v44
1ZP2
2BJI
2DPL
2FB1
2GQT
21BA
216V
208N
2PBK
2QDJ
2RCK
2VTC
271p
3BAC
3C37
3CVG
3DKQ
3E90
3EWN
3GOH
3HOU
317]
3K93

1A27
1DEK
1G5B
1JAD
1KYF
INKV
10K3
1Q33
1RCW
1TKJ
1UYL
1WLG
1Y7w

1A73
1DML
1G66
1361
1KYQ
INLN
10KC
1Q60
1RID
1TLY
1V6Z
1W03J
1YBI
17TC
2BLN
2DYT
2FEA
2GVK
21EE
2IF2
20CF
2PIF
2QED
2RGZ
2VYO
2Z2R
3BBJ
3C3W
3CWQ
3DKX
3EBV
3EZ0
3GoT
3H1Q
3187
3KDW

2A4H
2AR1
2BAF
20NT
2D7V
2DNX
2ED6
2F6E
2F03
2GBB
2GZB
2HSB
2179
2IMS
2JAY
2JUH
2K3Q
2KB2
2KMS
206F
20NF
2P8G
2Q00
2QGZ
2Qz7
2RIQ
2V6U
2W1S
2YUD
2ZEX
3BBY
3BZH
3Cou
3D9R
3EES
3F0I
3FDX
3FRV
3GGN
3H6N
3HM4
3IK8
33X9
3SXL

1AGJ
1DRW
1GS5
1IM1
1KZL
INLT
10TK
1Q74
1R07
1TMK
1VD6
1W0Q
1YE9
1ZYB
2BOG
2EON
2FM9
2HOA
2IHY
23KS
20G4
2PQG
2QF3
2R1Q
2WOM
276R
3BBL
3C5Y
3CYG
3DLM
3EC3
3F6Y
3GBV
3H2S
3ICV
3KN3

2A5Y
2AR5
2BBE
2COE
2D86
2DOK
2EDO
2F76
2FQL
2GD5
2H1C
2HTI
21I7A
2IMz
2]CB
2JUL
2K48
2KBG
2KND
206L
200C
2P8T
2Q03
2QH9
2QzQ
2RJ2
2V72
2W3X
2YUF
2ZF9
3BDI
3C12
3CPM
3DBO
3EF4
3F13
3FFO
3FS3
3GHA
3H8T
3HNR
3IKB
3IXS
3TSS

1AJ0
1DZF
1H21
1IMK
1L6N
1NMO
10TV
1QD5
1RVE
1TVC
1VHN
1Wov
1Y19
1ZYM
2032
2E11
2FNO
2HAL
2113
2K7N
20K8
2PQX
2QG6Q
2TBV
2WIN
2ZBT
3BEH
3C8E
3D2Y
3D0A
3ECS
3F79
3GDH
3H3L
3ICX
3KRE

2A61
2ARC
2BBZ
2CP5
2D8M
2DP9
2EEE
2F96
2FR2
2GD9
2H1E
2HUH
217D
2INO
2IDA
2JUN
2K49
2KC5
2KNH
207T
2001
2P9R
2Q22
2QHK
2R18
2R1Z
2V7S
2WaY
2YUH
27K9
3BED
3C1D
3CPT
3DCZ
3EFA
3F14
3FF2
3FSA
3GM3
3H8U
3HNW
3IM6
33zY
7FD1

1A0A
1E1H
1H6G
1IR2
1L6W
INNS
10YZ
1QF]
1RWI
1TVN
1VHT
1WR8
1YKI
2A01
2C46
2E1B
2FQ1
2HBW
2IKS
2KIN
200S
2PS1
2QGS
2023
2W3Q
27D7
3BGY
3C8W
3D36
3DPT
3EDT
3F8M
3GEC
3H4C
3IEE

2A67
2ARW
2BK9
2CQ8
2D9L
2DPF
2EFR
2F9F
2FR5
2GEC
2HIT
2HU3
217K
210J
2JEO0
2IVA
2K4Q
2KCA
2KNR
2095
200K
2PAG
202G
2QIH
2R2A
2RK3
2VOH
2W57
2YUI
22Q0
3BF2
3C4R
3CQN
3DEE
3EGQ
3F1B
3FFL
3FSD
3GM5
3HA2
3HOI
3IMI
3KOW

1ATG
1EEJ
1HI9
13TV
1LCO
INNW
102N
1QGE
1RZ2
1000
1VHY
1WXC
1Y06
2A2]
2C4E
2E20
2FZ4
2HFK
2ILR
2NLY
20P]
2PSB
2QH5
2V3K
2W3z
2ZE7
3BHD
3CAZ
3D8B
3DQP
3EEG
3FBS
3GFO
3H7J
3IH5

2A70
2ASF
2BKM
2CQM
2DA0
2DSC
2EHO
2FAS
2FSX
2GED
2H36
2HVA
2188
2ISB
2IL3
23wy
2K4V
2KCW
2KOB
20A2
20PC
2PCN
2Q30
2QIwW
2R32
2RKK
2VB1
2WSE
2YVO
27U1
3BI7
3C6V
3CQV
3DEO
3EHF
3F1R
3FGR
3FUY
3GN3
3HA9
3HQX
3IMM
3K0Z

1B35
1EEM
1HK7
1KOD
1LVM
INOX
1POH
1QL0
1S2E
1002
1VK1
1WYZ
1YUM
2A2M
2041
2E3D
2G5C
2HFT
2IMF
2N04
20PW
2PSQ
2Q3C
2V43
2W53
22G1
3BHN
3CC8
3D9H
3DR2
3EF2
3FCH
3GGG
3HBN
31IR

3KST 3PRN 5CSM

2A8N
2ATZ
2BMX
2CSW
2DAV
2DVK
2EIS
2FB6
2FW
2GF6
2H8E
2HW2
2188
2ISY
2IM1
23X3
2K5D
2KDX
2KQ9
2080
20PK
2PD1
2Q3F
2QK0
2R47
2RM4
2VBU
2W68
2YVQ
27X3
3BJA
3C7M
3CRJ
3DKZ
3EHH
3F2I
3FH1
3FVB
3GPK
3HB7
3HTM
310L
3K29

1BSE
1EQF
1152
1KOF
1M33
1NR9
1P15
1QNX
154D
1U0K
1VKY
1WZN
1YWH
2A6H
204X
2E74
2G7C
2HHC
2IN3
2NPN
207D
2PT6
20LT
2V4B
2WAM
2ZIH
3B06
3CEG
3D9W
3DTE
3EFE
3FDJ
3GL5
3HKO
3ILK

2A9U
2AUW
2BOU
2CT9
2DAW
2E2A
2EIN
2FBH
2FW5
2GFG
2HAZ
2HW4
219Y
2179
2IMR
23X9
2K5H
2KFS
2NML
20B9
20RW
2PEO
2Q3P
2QL8
2R5S
2RNN
2VCL
2W6K
2Yw3
3A0Y
3BIK
3C8I
3CS1
3DMB
3ELI
3F40
3FH2
3FXA
3GQH
3HBW
3HUS
3IPR
3K44

1BSF
1ES9
1I6A
1K1B
1M40
INST
1P4K
1Q0P
1568
104G
VL1
1X42
1YZX
2AA4
2CL3
2E7Y
2G80
2HLS
210C
2NSF
20UX
2PVU
2Q0L
2v9C
2WBM
220S
3B0S
3CG7
3DA8
3DV9
3EGA
3FCN
3G05
3HNN
3INP

2AAN
2AVX
2BRJ
2CTT
2DBA
2E2W
2ELA
2FBN
2FXA
2GFN
2HBS
2HWV
2IAF
21Ul
230D
2IXN
2K5Q
2KGF
2NMS
20BB
20SE
2PHO
2Q3W
2QND
2R6M
2ROP
2VGA
2W80
2YWI
3A1W
3BIN
3CCG
3CT6
3D08
3EMF
3F4A
3FH3
3FY6
3GRZ
3HEO
3HVU
31QS
3K63

1B8X
1EX4
1IA9
1K7K
1M6Y
INUU
1P4X
1QRE
1SFS
1U5K
1VPQ
1X8B
1760
2AAM
20WS
2E8G
2GAU
2HLY
2IPB
2NTE
20VJ
2PX6
2008
2VoP
2WDP
2ZVR
3BRQ
3CG8
3DA0
3DX5
3EGO
3FIJ
3GOH
3HQO
3IRS

2ABY
2AZE
2BSJ
2CUA
2DBC
2E3V
2EQS
2FCK
2FXM
26GZ
2HCU
2HWY
2IAK
2IWW
230K
23Y9
2K6G
2KHD
2N02
20DA
20U5
2PIM
203X
2QNG
2R6V
2RPB
2VN1
2W82
2YXH
3A35
3BK6
3CEX
3CTD
3DQY
3EN8
3F59
3FHK
3FYN
3GSD
3HEL
3HW5
31IR3
3K67

1BAM
1EYQ
1IG3
1KCM
1MRZ
1NV8
1P88
1QRF
1SLQ
1U6K
1VQR
1XDN
177L
2ABW
2CZQ
2EFK
2GB4
2HNL
21QT
2NX0
20WL
2Q02
2QzC
2VAN
2WFG
225
3BU8
3CaX
3DBQ
3DXI
3EIN
3FOK
3GQJ
3HQI
31S6

2AE8
2AZW
2BUK
2CVE
2DC3
2E56
2EQX
2FD5
2FYG
2GIA
2HDO
2HX6
21B0
2IWL
230X
23YC
2K7Q
2KHV
2NOG
20ER
20wWP
2P3S
2047
2QNI
2R76
2RQ5
2VN6G
2WB3
2YYH
3A43
3BLJ
3CG6
3Cx2
3DRX
3E05
3FSD
3FK8
3FZ5
3GWN
3HF5
3108
3177
3K69

1BDF
1FOY
1IK9
1KHX
INOW
1054
1PJH
1QT3
15QS
1U7B
1vQV
1XDY
1Z8H
2AKO
2D1L
2EHZ
2GFH
2HQB
2IUE
2NZI
20WR
2Q0S
2R31
2VCN
2WI8
2773
3BUS
3CI)
3DBY
3E0S
3EJA
3FTJ
3GS3
3HR9
3ISM

2AF7
2BOR
2BUR
2CW9
2DCP
2ESE
2ERV
2FEX
2FZF
2GIY
2HDV
2HXJ
2ICG
2176
210z
217D
2K7R
2KIG
2NPT
20F7
20X1
2PKD
2Q4M
2Qpv
2RA7
2TNF
2V08
2WEW
2YZ]
3A6S
3BLN
3CGM
3CXJ
3DSB
3EPU
3F5T
3FK9
3FZ9
3GXH
3HF7
310Y
31IU5
3K9I

1B0O
1F97
1IM4
1KIO
1N26
1065
1PJZ
1QUP
1SR8
1072
1VRB
1XDZ
1ZAT
2ARZ
2D2E
2EIY
2GGS
2HQQ
2IUM
200Y
20YC
2Q0T
2R61
2VDF
2WLC
3A8P
3BWH
3CI0
3DCD
3E20
3EIX
3FY3
3GUW
3HSL
3ISR

2AG4
2B18
2BW2
2CWO0
2DCQ
2E5N
2ETD
2FG1
2G0B
2GKP
2HEW
2HXR
2IDG
2IZW
23P0
237X
2K7W
2KKO
2NRR
20FZ
20X7
2PLN
2Q7M
2QPW
2RBB
2UWN
2V09
2WFO
2YZK
3A8R
3BLZ
3CI3
3CXK
3DWD
3ERB
3F6A
3FLD
3FZE
3GYW
3HFI
3138
31V4
3KDF

2AHD
2B1L
2BYC
2CX7
2DDZ
2E7C
2EV1
2FGC
2G46
2GLZ
2HG6
2HY5
2IEC
2JON
2]PE
217Y
2K86
2KK1
2NSC
20GK
20XG
2PN6
2Q80
2QQz
2RD9
2UX0
2VQ5
2WG7
270B
3B33
3BM1
3CI6
3CYP
3E0Z
3ERY
3F8B
3FLH
3G13
3GZ8
3HGB
3157
3IVP
3KDH

1C1K
1FNH
1IN4
1KNV
IN4K
107D
1PU6
QW3
1T15
1UA2
1W8G
1XS5
1ZEL
2B00
2D40
2ESS
2G1G
212C
217P
202G
2P2V
2046
2R7A
2VFX
2WTA
3BSE
3BXP
3¢3)
3DEZ
3E4C
3EPR
3G1V
3G6v2
3HXK
31X8

2A37
2B2A
2BZ1
20XY
2DFB
2E7M
2EWC
2FI9
2G64
2GM3
2HGA
2110
2IF7
2J5A
21Q0
2KOM
2K87
2KKL
2NSZ
20H1
2P0B
2PPN
2QBW
2QS7
2RE3
2V0X
2VQ8
2YS5
2714
3B42
3BMZ
3CID
3CZ6
3E1E
3ES4
3F9S
3FLJ
3GIM
3GZB
3HHO
317D
3IW
3KE2

1CBY
1FVI
1IX9
1KNY
INE7
109G
1PUJ

1T6L
1UAL
w9y
1XT8
1zmM8
2B4H
2D42
2EWS
2GKE
2120
2IZR
2034
2P4z
2Q62
2R83
2VHK
2YV9
3B50
3BY9
3CJpP
3DF7
3E4R
3ESH
3G3K
3GWC
3132
3JY6

2AKL
2B3G
2C34
2CYE
2DGZ
2E8B
2EXU
2FIP
2G7H
2GM5
2HH8
2132
2IFS
2389
21QV
2K0Z
2K8H
2KKP
2NU3J
2018
2P0S
2PQ7
2QCK
2Q5Q
2REE
2V14
2VT3
2YSK
2716
3B7C
3BRO
3CIE
3D1P
3E8M
3ETN
3F9X
3FMV
3G2E
3GZI
3HHC
319X
3IWT
3KG4

1CHK
1FX8
1IY2
1KQP
INF2
1091
1PVS
1ROV
1T71
1UB3
1WBE
1XVI
1ZMB
2BHN
2DDM
2F1K
2GMN
2153
2132
2057
2P71
2Q7E
2R8B
2VK2
2YWR
3B7K
3BZW
3CNY
3DHO
3EST
3EUF
3667
3CXA
313Q
3K25

2ANX
2B3W
2CAY
2D00
2DHX
2E80
2F01
2FIW
2G7S
2GPY
2H1Q
2138
2IFX
218A
2JRK
2K1D
2K8Q
2KKQ
2NWO
20IW
2P12
2PTH
2QDL
2Qu8
2RER
2VIN
2VU4
2YSR
2751
3B7X
3BW6
3CIN
3D3B
3E8P
3EYR
3FAC
3FMZ
3G39
3HOK
3HHJ
31BZ
3IX3
3KHN

1CQ3
1FX0
1IZN
1KU2
INF9
10DF
1PVT
1R44
1TDH
1UR3
wev
1XX1
1zMT
2BHW
2DGD
2F6R
2GNP
2175
2]13S
205N
2PA8
2Q7T
2R8R
2VKV
2YYV
3B8P
3C02
3CSS
3DI4
3E8S
3EVF
3G87
3GZG
31I5Q
3K66

2A07
2B4A
2CCM
2D28
2DJF
2EA9
2F0C
2F318
2G84
2GQB
2HKU
2152
2ITH
2J8H
2IRZ
2K2S
2K9K
2KKX
2NX4
2012
2P1A
2PTT
2QEC
2QVK
2RFM
2V10
2VX8
2YTO
2Z6F
3BSL
3BY6
3CK2
3D4R
3E99
3EYT
3FAJ
3FNS
363z
3HON
3HIU
31IC5
3IX7
3KKB

101D
1G20
1J1L
1KXU
1NH8
10FC
1PYH
1R8]
1THF
1URU
1WDE
1Y08
1ZN6
2BJO
2DHO
2F7B
2GOoY
219D
236G
208L
2PBE
2Q8P
2RBC
2VSH
2703
3B95
3C0T
3CU2
3DKP
3E96
3EWB
3G89
3H04
3I7A
3K8P
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Anexo 4.- Pruebas de significacion estadisticas entre FoDT_DT y FoDT_RT.

Aplicacién de la prueba no paramétrica de Friedman para k muestras relacionadas, con
un nivel de significacion de 0,05. Fueron incluidas las variables precisiéon (Ap), mejora
sobre el predictor aleatorio (R), distribucion de contactos (Xd), sensibilidad (S) y media

armonica entre precision y sensibilidad (F-Measure).
Rankings promedio de los algoritmos:
Algoritmo ‘ Ranking

FoDT_DT 1,0
FoDT_RT 2,0

Friedman considerando el desempefio de reduccidn (distribuido acorde a chi-cuadrado

con 1 grado de libertad): 4,0.
P-value calculado por el test de Friedman: 0,04550026389837358.

Iman y Davenport considerando el desempefio de reduccién (distribuido acorde a F-

distribution con 1y 3 grados de libertad): Infinito.
P-value calculado por el test de Iman and Daveport: 0,0.
Bonferroni-Dunn rechaza aquellas hipétesis que tenga p-value < 0,05.
Hochberg rechaza aquellas hipétesis que tenga p-value < 0,05.

Holm / Hochberg paraa = 0,05

t Algoritmo Z=(Ro - R1)/S¢ p Holm/Hochberg/Hommel

1 FoDT_RT 2,0 0,0455 0,05

Hommel rechaza todas las hipodtesis.
Holm / Hochberg para a = 0,10

t Algoritmo Z=(Ro — R1)/Sk p Holm/Hochberg/Hommel

1 FoDT_RT 2,0 0,0455 0,1

Bonferroni-Dunn rechaza aquellas hipotesis que tenga p-value < 0,1.
Hochberg rechaza aquellas hipétesis que tenga p-value < 0,1.

Hommel rechaza todas las hipotesis.
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p-values Ajustado

t Algoritmo P sin ajustar P Bonf P Holm P Hoch P Homm
1 FoDT_RT 0,0455 0,0455 0,0455 0,0455 0,0455

Holm / Shaffer para = 0,05

t Algoritmo Z=(Ro — R1)/Sk p Holm Shaffer
1 FoDT_DT vs FoDT_RT 2,0 0,0455 0,05 0,05

Nemenyi rechaza aquellas hipétesis que tenga p-value < 0,05.
Shaffer rechaza aquellas hipdétesis que tenga p-value < 0,05.
Bergmann rechaza estas hipotesis:
e FoDT_DT vs. FODT_RT
Table 6: Holm / Shaffer Table para = 0,10

t Algoritmo Z=(Ro — R1)/Sk p Holm Shaffer
1 FoDT_DTvs FoDT RT 2,0 0,0455 0,1 0,1

Nemenyi rechaza aquellas hipétesis que tenga p-value <0,1.
Shaffer rechaza aquellas hipdtesis que tenga p-value <0,1.
Bergmann rechaza esas hipétesis:
e FoDT_DT vs. FODT_RT
p-values ajustados

t Algoritmo P sin ajustar P Bonf PHolm PHoch PHomm

1 FoDT_DT vs FODT_RT 0,0455 0,0455 0,0455 0,0455 0,0455
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Anexo 5.- Conjunto de validacion externa: 174 proteinas del CASP9.

T0515 T0542_1 T0568 T0596 T0618
T0515_1 T0542_2 T0569 T0597 T0619
T0515_2 T0544 T0570 T0597_1 T0620
T0516 T0544_1 T0571 T0597_2 T0621
T0518 10544 2 T0571_1 T0598 T0622
T0520 T0545 T0571_2 T0599 T0623
T0521 T0547 T0572 T0600 T0624
T0521_1 T0547_1 T0574 T0600_1 T0625
T0521_2 T0547 2 T0575 T0600_2 T0626
10522 T0547_3 T0575_1 T0602 T0626_1
10523 T0547_4 T0575_2 T0603 T0626_2
10524 T0548 T0576 T0603_1 T0627
T0525 T0549 T0578 T0603_2 T0628
T0526 T0550 T0579 T0604 T0628 1
T0527 T0550_1 T0579_1 T0604_1 T0628 2
T0528 T0550_2 T0579_2 T0604 2 T0628 3
T0528_1 T0551 T0580 T0604_3 T0629
T0528_2 T0552 T0581 T0605 T0629_1
T0530 T0553 T0582 T0606 T0629_2
T0531 T0555 T0582_1 T0607 T0630
T0532 T0556 T0582_2 T0607_1 T0632
T0533 T0557 T0584 T0607_2 T0634
T0533_1 T0558 T0585 T0608 T0635
T0533_2 T0559 T0586 T0608_1 T0636
T0533_3 T0560 T0588 T0608_2 T0636_1
T0534 T0561 T0589 T0609 T0636_2
T0535 T0562 T0589_1 T0610 T0637
T0535_1 T0563 T0589 2 T0611 T0638
T0535_2 T0564 T0590 T0612 T0639
T0536 T0565 T0591 T0613 T0640
T0537 T0565_1 T0591_1 T0613_1 T0641
T0538 T0565_2 T0591_2 T0613 2 T0641_1
T0539 T0565_3 T0592 T0615 T0641_2
T0541 T0566 T0593 T0616 T0643
T0542 T0567 T0594 T0617
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Anexo 6.- Conjunto de validacion externa: 123 proteinas del CASP10.

T0644-D1 T0671-D1 T0689-D1 T0712-D1 T0733-D1
T0645-D1 T0671-D2 T0690-D1 T0713-D1 T0734-D1
T0648-D1 T0672-D1 T0690-D2 T0713-D2 T0735-D1
T0649-D1 T0673-D1 T0691-D1 T0714-D1 T0735-D2
T0650-D1 T0674-D1 T0692-D1 T0715-D1 T0736-D1
T0651-D1 T0674-D2 T0693-D1 T0716-D1 T0737-D1
T0651-D2 T0675-D1 T0693-D2 T0717-D1 T0738-D1
T0652-D1 T0675-D2 T0694-D1 T0717-D2 T0740-D1
T0652-D2 T0676-D1 T0696-D1 T0719-D1 T0741-D1
T0653-D1 T0677-D1 T0697-D1 T0719-D2 T0742-D1
T0654-D1 T0677-D2 T0698-D1 T0719-D3 T0743-D1
T0655-D1 T0678-D1 T0699-D1 T0719-D4 T0744-D1
T0657-D1 T0679-D1 T0700-D1 T0719-D5 T0746-D1
T0658-D1 T0680-D1 T0701-D1 T0719-D6 T0747-D9
T0658-D2 T0681-D1 T0702-D1 T0720-D1 T0749-D1
T0659-D1 T0682-D1 T0703-D1 T0721-D1 T0750-D1
T0661-D1 T0683-D1 T0704-D1 T0723-D1 T0752-D1
T0662-D1 T0684-D1 T0705-D1 T0724-D1 T0753-D1
T0663-D1 T0684-D2 T0705-D2 T0724-D2 T0755-D1
T0663-D2 T0685-D1 T0706-D9 T0726-D1 T0756-D1
T0664-D1 T0685-D2 T0707-D1 T0726-D2 T0756-D2
T0666-D1 T0686-D1 T0708-D1 T0726-D3 T0757-D1
T0667-D1 T0686-D2 T0709-D1 T0731-D1 T0758-D1
T0668-D1 T0687-D1 T0710-D1 T0732-D1

T0669-D1 T0688-D1 T0711-D1 T0732-D2
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Anexo 7.- Pruebas de significacion estadisticas: validacion externa con CASP9.

Aplicacién de la prueba no paramétrica de Friedman para k muestras relacionadas, con
un nivel de significaciéon de 0,05. Fueron incluidas las variables efectividad (Acc),
cobertura (Cov) y media armdnica entre ambas medidas (F-Measure), para los L/5 y

L/10 mejores pares predichos.

Rankings promedio de los algoritmos:

Algoritmo Ranking
LRcon 1,67
FoDT 2,00
SVM-SEQ 2,75
NNcon 3,58
FragHMMent 5,00

Friedman considerando el desempeiio de reduccion (distribuido acorde a chi-cuadrado

con 4 grados de libertad): 17.23333333333332.
P-value calculado por el test de Friedman: 0.0017412205342763887.

Iman y Davenport considerando el desempefio de reduccion (distribuido acorde a F-

distribution con 4 y 20 grados de libertad): 12.733990147783217.
P-value calculado por el test de Iman and Daveport: 2.5966786859065032E-5.

Holm / Hochberg paraa = 0,05

t Algoritmo Z=(Ro - R1)/S¢ p Holm/Hochberg/Hommel
4 FragHMMent 3,6514 2,6072 0,0125
3 NNcon 2,0996 0,0358 0,0167
2 SVM-SEG 1,1867 0,2353 0,0250
1 FoDT 0,3651 0,7150 0,0500

Bonferroni-Dunn rechaza aquellas hipétesis que tenga p-value < 0.0125.
Holm rechaza aquellas hipdtesis que tenga p-value < 0.016666666666666666.
Hochberg rechaza aquellas hipétesis que tenga p-value < 0.0125.

Hommel rechaza aquellas hipdtesis que tenga p-value £ 0.016666666666666666.
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Holm / Hochberg para a = 0,10

t Algoritmo Z=(Ro - R1)/S¢ p Holm/Hochberg/Hommel
4 FragHMMent 3,6514 2,6072 0,0250
3 NNcon 2,0996 0,0358 0,0333
2 SVM-SEG 1,1867 0,2353 0,0500
1 FoDT 0,3651 0,7150 0,1000

Bonferroni-Dunn rechaza aquellas hipétesis que tenga p-value < 0.025.
Holm rechaza aquellas hipotesis que tenga p-value < 0.03333333333333333.
Hochberg rechaza aquellas hipdtesis que tenga p-value < 0.025.

Hommel rechaza aquellas hipdtesis que tenga p-value < 0.016666666666666666.

p-values ajustados

t Algoritmo P sin ajustar P Bonf P Holm P Hoch P Homm
1 FragHMMent 2,6072 0,0010 0,0010 0,0010 0,0010
2 NNcon 0,0358 0,1430 0,1072 0,1072 0,1072
3 SVM-SEG 0,2353 0,9433 0,4707 0,4707 0,4707
4 FoDT 0,7150 2,8600 0,7150 0,7150 0,7150
Holm / Shaffer para = 0,05
t Algoritmo Z=(Ro — R1)/Se p Holm Shaffer
10 FragHMMent vs LRcon 3,6515 2,6073 0,0050 0,0050
9 FragHMMent vs FoDT 3,2863 0,0010 0,0063 0,0084
8 FragHMMent vs SVM-SEG 2,4648 0,0137 0,0056 0,0084
7 NNcon vs LRcon 2,0996 0,0358 0,0071 0,0084
6 NNcon vs FoDT 1,7345 0,0828 0,0083 0,0084
5 FragHMMent vs NNcon 1,5519 0,1206 0,0100 0,0100
4 SVM-SEG vs LRcon 1,1867 0,2353 0,0125 0,0125
3 NNcon vs SVM-SEG 0,9129 0,3613 0,0167 0,0167
2 SVM-SEG vs FoDT 0,8216 0,4113 0,0250 0,0250
1 LRcon vs FoDT 0,3651 0,7150 0,0500 0,0500

Nemenyi rechaza aquellas hipétesis que tenga p-value < 0.005.
Holm rechaza aquellas hipétesis que tenga p-value < 0.00625.
Shaffer rechaza aquellas hipdtesis que tenga p-value < 0.005.

Bergmann rechaza estas hipétesis:
e FragHMMent vs. LRcon

e FragHMMent vs. FoDT
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Holm / Shaffer para = 0,10

t Algoritmo Z=(Ro - R1)/S¢ p Holm Shaffer
10 FragHMMent vs LRcon 3,6515 2,6073 0,0100 0,0100
9 FragHMMent vs FoDT 3,2863 0,0010 0,0111 0,0167
8 FragHMMent vs SVM-SEG 2,4648 0,0137 0,0125 0,0167
7 NNcon vs LRcon 2,0996 0,0358 0,0143 0,0167
6 NNcon vs FoDT 1,7345 0,0828 0,0167 0,0167
5 FragHMMent vs NNcon 1,5519 0,1206 0,0200 0,0200
4 SVM-SEG vs LRcon 1,1867 0,2353 0,0250 0,0250
3 NNcon vs SVM-SEG 0,9129 0,3613 10,0333 0,0333
2 SVM-SEG vs FoDT 0,8216 0,4113 0,0500 0,0500
1 LRcon vs FoDT 0,3651 0,7150 0,1000 0,1000
Nemenyi rechaza aquellas hipétesis que tenga p-value < 0.01.
Holm rechaza aquellas hipdtesis que tenga p-value < 0.0125.
Shaffer rechaza aquellas hipétesis que tenga p-value < 0.01.
Bergmann rechaza estas hipétesis:
e FragHMMent vs. SVM-SEQ
e FragHMMent vs. LRcon
e FragHMMentvs. FoDT
p-values ajustados
t Algoritmo Z=(Ro — R1)/Se p Holm Shaffer
1 FragHMMent vs LRcon 2,6073 0,0026 0,0026 0,0026
2 FragHMMent vs FoDT 0,0010 0,0091 0,0061 0,0061
3 FragHMMent vs SVM-SEG 0,0137 0,1097 0,0823 0,0548
4 NNcon vs LRcon 0,0358 0,2503 0,2146 0,2145
5 NNcon vs FoDT 0,0828 0,4970 0,4902 0,2485
6 FragHMMent vs NNcon 0,1206 0,6035 0,4902 0,4828
7 SVM-SEG vs LRcon 0,2353 0,9413 0,9420 0,7060
8 NNcon vs SVM-SEG 0,3613 1,0839 11,0839 0,7060
9 SVM-SEG vs FoDT 0,4113 1,0839 11,0839 0,7060
10 LRcon vs FoDT 0,7150 1,0839 11,0839 0,7060
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Anexo 8.- Resultados del CASP10.

Ordenamiento de los resultados de los algoritmos del CASP10, incluyendo el algoritmo propuesto

FoDT, tomando en consideracion los valores promedios para la efectividad (Acc) y la calidad de los

predictores, basado en la dispersién de las predicciones (Z-Score) de los contactos L/5 de largo

alcance.
Corto alcance (6-12) Alcance medio (12-24) Largo alcance (+24)

# Métodos Top5 L/10 L/5 Top5 L/10 L/5 Top5 L/10 L/5

Acc z Acc Z | Acc z Acc z Acc z Acc z Acc z Acc z Acc | Z
1| oBreamBa0s | 3750 | 059 | 2877 | 048 | 2147 | 03¢ | 2084 | 067|208 | vs3 | 2054 ] 07| 625 | 03¢ | mer| 03n | w2 | 08
7 | Distil ro G087 | 2625 | 008 | 2204 | 06| 928 | o5 | | o24| | 03| e | 024 62| 033 | w7 04| 4| 0E7
3| Sie VOSEMe | qgg | 007 | 885 | 000| BSG| 000 | IS | 044 | WSO | 047| 1657 | 044 | BE7| 0S5 | 1385 | 038 | 1533 | 05
| poptenkRol 1 ggon | 07| 2921 | 057| 5 | 03| 1504 | 03| 20| 054 | 506 03| 1600| 05| w6l | 085 | 13| 03
5 | FoDT 76,00 | 070 | 2020 | 068 | 1323 | 072 | 122 | 055|390 | 068 | 344 | 077| 800 037| w3 | 055 | 833 |08
B | MuTcoM G4ga | 4533 | 078 | 30| 1oi| 2729 | 080 | 2505 | 082 | 2739 | 075|250 | 032|000 0s2 | w25 | 07| e | 0se
7| M SRS ooo | oo | mes | oo7| 788 | 002 | s | 009 | 98| 006 | 1083 | 003| 1333 | 03| 430 | 043 | 028 | 082

MULTIGON-

§|EOSTUCT | 4075 | 060| 5620 05| 48| 1| 26| 045 | 22| 045 | 6| 04| 2625| 091| 224 | 038 15 | 054
9| proC S4B316 | 4250 | 068 | 3346 | 077 [ 2253 | 038 | 1659 | 044 | 200 | 047|658 | 44| 2000 | 07| m24| os0| 7| 0ss
0| Reonb. | a2s0| 038 | 707|045 | 2485 | 053 | 1848 | 00| 1837 | 038 | 1849 | 021| 2625 | 055 | 2486 | 052 | 182 | 048
| Noitieis | %525 | 040| 2705 | 032|2788 | 086 | 1827 | 023| 2087 | 047| 1827| 023| 2875 | 07 |2635| 059 | 1817 | 048
1 | 1005 Bigs 3125 | 046 | 2264 | 029 | 2092 | 030 | o8| o5 | 1359 | oo | wss| o] maz| ose | mez| oa| ms | 0m
3 | proc S56288 | 4000 | 080 | 2897 | 057] 2361 | o4 | & | oso| mes| os6| | 050 625 | 025 | mes | 4| s 03
| conspeis | 2800 | 050| 84| 020 827] 035 | o5 | 050 208 | 057 |05 | oso| o0 os3| mes| o3s| wn oz
i |picreazz | 2750 | 023] 2328 | 033 | wme0 | nze | wer| 043 | moe| s | wsr| 43| w00 22| ma0| o4l 04 | 0z
6 | reo-conass | 000|ooo| ooo|ooo| ooo| ooo| ooo| ooo| ooof oo oo ooo| es| o3| mse| 028 | 8wz | 0z
17 E?{;“ha'“w 4308 | D66 | 30,07 | 040 | 2139 | 029 | 1969 | 046 | 2370 | 066 | 1969 | D46 | 1231| DAl| 1262 | 020 | 1334 | 017
18 | proC 536257 | 4000 | 080 | 2897 | 057] 2361 | o4 | & | oso| mes| os6| | oso| e2s| ozs| wnl| oz| wm| om
o | ostitBorz | 2750 | oi8| 237 | 023 | 200 | 038 | 04| 024 | wan| 030 e | 024 | n2s| ow| wio| o20| on| ow
20 | Bt o | 2875 | 030| 2371|028 | 247 | 08| 1853| 047 1826 | 037 | 19s3| 047 667|008 | 734 | 008 | 780 | 0O
| Yang test G180 | 833|002 | 158 | 000| 22| ome| 83| o] we| 020 30| o] 3ee| 0or| 6| 0| 430 | 009
72 | SRTOBSENeT | gy | g | 12g2 | 05| 761|000 | 1506 | 025 | 1588 | 025| 1506 | 025| BE7| 0531088 | 037 | 77| 000
23| rouos o7z | 000 | ooo | ooo | ooo| ooof ooo| ooo| ooof 7| o4 | ooof oo 40| on| sm| or| ze{om
2% | CNID B475 500 000| 82| o0o| ooo| ooo| ooof ooofiooo| oo oo ooo| esr| n2o| 72| o3| 138|000
25 | confuz65 6098 | 000 | oo | 238 [ oo0| 88| ooo| was| ooo| wn| ooo| wis| ooo| ooo| oo 23| ooo| we om0
% | confuzz346482 | 0,00 | 000 | 000|000 | 485 | 0oo| g3 | ooo| 47| ooo| ne3| ooo| ooo| noo| ooo | ooo| ooo | ooo

Z: valores de Z-Score.
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