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Capitulo 1

Introduccién al problema del

MDS

El analisis exploratorio multidimensional de estructuras mediante proximida-
des o "multidimensional scaling” (MDS), es un método que en su origen fue
concebido como un procedimiento muy general de representacion de datos para
la construccién de una configuracién de puntos conocida una determinada in-
formacién acerca de las proximidades entre los elementos del estudio. Hoy
dfa, este método estd constituido por un conjunto de procedimientos y técni-
cas que tratan de representar coeficientes de proximidad entre conjuntos de
objetos mediante distancias en un entorno multidimensional. Asi por ejemplo,
dada una matriz de correlacién entre diversos elementos, el MDS representa
dichos elementos como puntos en un plano euclideo de forma que dos puntos se
encontraran tan proximos entre si como estén de correlados los elementos a los
que representan. Si esta relacién entre correlaciones y distancias es lo suficien-
temente precisa, conseguiremos una representacion que pondra de manifiesto
las relaciones intrinsecas existentes, hecho que de otro modo permaneceria
oculto al investigador ya que siempre es mas facil observar una gréafica que
una tabla de coeficientes de correlacion.

En una visién histérica del MDS, aunque las primeras ideas surgen de
algunos trabajos publicados en los afios 20 y 30, puede situarse el origen de
esta técnica en el trabajo publicado por Torgerson en el afio 1952 titulado
Multidimensional Scaling: I Theory and Method, Psychometrika, 17, 401-419
en donde se introduce el término MDS y se apuntan las primeras ideas de éste.
No obstante, el MDS seria formulado de forma mas precisa por Shepard en
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el afio 1962 en el trabajo MDS With an Unknown Distance Function. 1. II.
Psychometrika, 27,125-140 & 219-246. En este trabajo, Shepard demostré de
forma empirica que conocida una ordenacién entre las distancias d(z, j),

d(’l’lvi2) _<_ d(i37i4) ._<_ e S d (ip—lvip)

es posible encontrar una configuracién de puntos en un espacio euclideo, de
baja dimensién, de forma que las interdistancias euclideas reproduzcan de
forma bastante exacta la ordenacién original.

Esta idea de Shepard fue desarrollada posteriormente por Kruskal, Gutt-
man, Lingoes, Young, Benzecri, Carroll y otros. Dichos métodos reciben el
nombre de MDS no métrico ya que centran el estudio en una representacion
que conserve la ordenacién presentada por los datos originales sin que consti-
tuya un aspecto primordial el que ademas exista una interrelacién exacta entre
proximidad y distancia tal y como pretende el MDS métrico.

Paralelamente a estos desarrollos podemos decir que el primer procedi-
miento de MDS métrico fue dado por Richardson en 1938, Multidimensional
Psychophysics, Psychological Bulletin 35, 659-660, en el que apunté el modelo
de distancia = constante x disimilaridad. Este modelo esta basado en un teo-
rema de Young y Householder de 1938, Discussion of a set of Points in Terms
of their Mutual Distances, Psychometrika 3, 19-22, que ofrece un método de
construccién de configuracién para distancias euclideas dadas entre puntos.
Torgerson extendié el método al caso de distancia = constanle + constante
x disimilaridad mediante un procedimiento constituido por dos etapas: pri-
mero, una constante aditiva es afladida y determinada; segundo, transforma
la construccién de Young-Houselholder.

En resumen, podriamos considerar los trabajos anteriores como los origenes
formales del desarrollo de las dos vertientes del MDS, tanto la métrica como
la no métrica, cada una de las cuales trata diferentes tipos de problemas de
la representacién multidimensional relativos a la forma de obtencién de las
proximidades de partida. Numerosos autores han contribuido a su desarrollo
actual tal y como citamos en la bibliografia.

El aspecto mds innovador que se plantea hoy dia en la investigacion del
MDS circula en torno a la introduccién de inferencia estadistica como herra-
mienta fundamental de las técnicas confirmatorias en MDS. Es en este aspecto
donde se desarrolla este trabajo tal y como despues veremos, centrandonos en
algunos aspectos de la inferencia en MDS métrico.
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1.1 Nociones generales de MDS.

En este apartado vamos a comentar de forma general cual es la importancia del
MDS dentro de las técnicas del analisis de datos ademas de exponer brevemente
su filosofia de trabajo bajo un punto de vista clasico, sin hacer referencia al
aspecto al que nos conduce este trabajo de la inferencia estadistica, el cual
serd extensamente expuesto en capitulos posteriores.

Es conocido que uno de los problemas mas frecuentes en muchas disciplinas
se plantea cuando necesitamos medir y entender las relaciones entre objetos
siendo desconocidas las dimensiones subyacentes de los mismos. Asi MDS se
presenta como una herramienta para la representacion espacial de objetos en
base a proximidades como si éstas fuesen distancias.

El MDS es una técnica que tiene la gran ventaja de no verse afectada
por la naturaleza del experimento. No requiere un conocimiento a priori de
los atributos mediante los cuales han sido clasificados los estimulos sino que
parte tinicamente de una tabla de proximidades sin que necesite conocer la
procedencia de las mismas. Otro problema es la obtencién de dicha tabla pero
ése se considera un problema completamente al margen del desarrollo de la
técnica.

En general, cuando se conocen las distancias reales entre los diferentes su-
jetos, su representacién euclidea no constituye ningin problema. Sin embargo,
cuando por la naturaleza de las relaciones entre dichos objetos éstas no pueden
ser tratadas como distancias sino mas bien como parecidos subjetivos de quien
los observa, es cuando entra en juego la potencia del MDS para conseguir la
representacion de los mismos, de forma que partiendo simplemente de esa in-
formacién de proximidad, sea posible representar e interpretar las relaciones
en la estructura interna de dichos objetos.

El estudio de problemas del tipo antes descrito, permite deducir una serie
de conclusiones respecto al uso del MDS.

En primer lugar, para un tdnico sujeto, n estimulos pueden ser fijados en
n — 1 dimensiones de forma que las distancias entre las representaciones espa-
ciales de éstos se correspondan con las similitudes obtenidas a partir de ellos.
No obstante, aunque mediante una dimensién alta se obtiene una buena repre-
sentacién de los datos, no quiere esto decir que una solucién en una dimension
elevada sea la mas adecuada.

En segundo lugar, con un pequefio arreglo, un nimero de estimulos pueden
forzarse desde una solucién en n — 1 dimensiones a una solucién de dos o tres
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dimensiones con un incremento del error minimo, lo cual permite un estudio
mucho mds sencillo de las relaciones internas entre dichos estimulos. Ademas
ofrece la ventaja de poder elegir el investigador el numero de dimensiones en
que quiere realizar la representacion.

Finalmente hay que decir que si el criterio de calculo relaciona las filas
ordenadas de distancias con las de proximidades, los estimulos pueden repre-
sentarse en n — 2 6 menos dimensiones que cuando se usan las medidas entre
ellos.

Para ofrecer una visién de trabajo de MDS hay que empezar haciendo
hincapié en cémo se obtienen los datos de partida de un estudio, ya que en
muchos casos ese detalle marca el tipo de andlisis que puede realizarse. Hay
que decir pues que los datos de partida de un estudio se toman en base a
cuatro tipos de medidas:

e -NOMINAL.- Los objetos se clasifican sélamente en grupos, como mas-
culino y femenino, por citar un ejemplo. Es el nivel menor y esta referido
como de tipo categorico.

o -ORDINAL.- Los objetos se organizan segin un orden de magnitud. Por
ejemplo, autobis-camioneta-coche seria el rango de esos vehiculos en
términos de tamano. Al nivel normal de medidas no existe un indicador
sobre si la diferencia de tamafo entre autobis y camioneta es mayor o
menor que entre camioneta y coche.

o -INTERVALO.- Los objetos se sitian en una escala de forma que el
tamano de las diferencias entre éstos, queda reflejado por la escala. De
todas formas, hay que tener en cuenta que los intervalos escalares no
tienen ceros reales. Asi, la temperatura en grados Fahrenheit es una
escala. La diferencia entre 20 grados y 50 grados es la misma que entre
50 grados y 80 grados. No obstante no es cierto el afirmar que 80 grados
sea 4 veces mas caliente que 20 grados, ya que no disponemos de un cero
absoluto en cuanto a la escala, por lo que eso no sera cierto en general a
menos que se situara el origen de ésta en 0 grados absolutos como punto
de referencia.

e -RAZON O PROPORCION.- Los objetos se situan en una escala de
forma que su posicién en ésta representa el valor exacto del atributo que
se mide. Es el nivel de medida mas riguroso. Asi por ejemplo, masa y
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velocidad son claros ejemplos representativos de esta idea. Un coche a
60 Km/h viaja 2 veces mas rapido que otro a 30 Km/h.

Una vez obtenida la tabla de proximidades, se deduce un espacio en el
que las distancias entre los puntos son similares a las proximidades de que se
partia. Esto es lo que se conoce como un analisis ordinario, el cual se realiza
en varias etapas.

En primer lugar se obtiene una configuracion inicial sobre una recta. Se
calcula el valor de la bondad del ajuste y se estudia si este puede considerarse
adecuado o no. De no serlo, se realizaria una nueva iteracion, obteniendo
una nueva representacién en un plano y asi sucesivamente hasta encontrar un
ajuste aceptable para lo que queremos estudiar.

En lineas generales, la forma de representar en cada dimension, asi como
el método iterativo empleado y sobre todo las diferentes medidas de la bon-
dad del ajuste, son los principales factores que determinan la existencia de los
diferentes métodos de MDS que se presentan en la actualidad. Estos métodos
aparecen hoy en dfa con una implementacién computerizada ya que sin el uso
del ordenador, el desarrollo del MDS no habria avanzado debido a que la ma-
yorfa de los célculos necesitan de un procedimiento iterativo de optimizacion,
como después veremos.

Hemos descrito en lineas generales como actia MDS. A un nivel mas par-
ticular, MDS parte normalmente de las diferencias entre cada par de conjuntos
de estimulos. Estos datos suelen ser disimilaridades o disimilitudes o proxi-
midades o incluso simplemente datos. Lo que queremos es representar esos
estimulos en un espacio de coordenadas de forma que las distancias entre los
puntos representados, sean lo mas parecidas a las proximidades de que partia-
mos.

La posicién de cada estimulo serd dada mediante sus coordenadas en cada
una de las dimensiénes consideradas. MDS calcula unas coordenadas iniciales
y compara las diferencias entre las proximidades y las distancias de forma
que si no son lo suficientemente parecidas, realiza un nuevo calculo moviendo
las coordenadas y comparandolas nuevamente con los datos, hasta que las
diferencias sean satisfactorias.

Otro aspecto importante a destacar es el sentido que recoge en el método
el concepto de dimensién. Cuando nos referimos a dimensiones lo hacemos
como referencia al nimero de ejes coordenados del espacio de estimulos. Para
determinarlas, lo primero en que debemos fijarnos es en como varia la bondad
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del ajuste al aumentar la dimensionalidad.

Existen diferentes formas de calcular la bondad del ajuste, tal y como an-
tes apuntabamos. Los casos mas utilizados en la practica son los coeficientes
de alineacién, el STRESS, correlaciones, varianzas y desviaciones tipicas. Por
ejemplo, como relaciones entre estos indices de ajuste podemos decir que en
general, el STRESS decrece y la correlacién aumenta al aumentar la dimen-
sionalidad de la representacion MDS.

Otra linea de actuacién en cuanto a la tasacion de la bondad del ajuste
en MDS es la que ofrecen diferentes métodos de simulacién computerizada.
Asf pues, como claro exponente en este sentido hay que destacar el empleo del
método de Monte Carlo para la determinacion de la dimensionalidad. La idea
fundamental de la aplicacién de este método estriba en la sustitucion del espa-
cio de estimulos por un conjunto de nimeros aleatorios. Varios investigadores
han determinado los valores del STRESS obtenido para diferentes nimeros de
estimulos mediante conjuntos de datos derivados de tablas de numeros alea-
torios. Se han creado pautas para la determinacién del nimero maximo de
dimensiones que resulta apropiado considerar para cada numero de estimu-
los. No obstante el inconveniente de esta técnica es que no siempre es posible
disponer del nimero necesario de estimulos para poder utilizar dichas pautas.

Existen diferentes formas de superar el problema anterior. Una que se suele
utilizar frecuentemente consiste en repetir el experimento y comprobar si los
nuevos datos ofrecen la misma solucion que los antiguos. Otra forma consiste
en subdividir en grupos el conjunto de datos y comprobar si coinciden las
soluciones obtenidas parcialmente para cada conjunto. Un tercer método es el
incluir unas pocas réplicas de estimulos y analizarlas como si fuesen distintos
estimulos del problema. Lo proximos que estén estos estimulos replicados de
ellos mismos en el espacio del cual provienen, nos da una medida del ruido en
los datos y un indicador de la dimensionalidad del analisis. Por ultimo, otro
criterio de dimensionalidad es el grado de interpretabilidad de los resultados
obtenidos en cada dimensiéon. Las dimensiones que no puedan interpretarse
probablemente no existiran.

Otro aspecto a tener en cuenta es que cuando MDS ofrece los resultados
del andlisis (coordenadas de los puntos), éstos no se agrupan en torno a los ejes
de referencia, o sea, los ejes de coordenadas no son representativos en cuanto
a la interpretacion de la configuracién. Cualquier rotacién de los puntos seria
otra solucién posible ya que conserva las distancias. No obstante, es posible
representar a su vez ejes que si sean representativos para la interpretacién de
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relaciones entre la configuracion.

Finalmente, vamos a poner de manifiesto las caracteristicas que hacen al
MDS diferente del Anélisis Factorial (AF) como técnica mas aproximada en
el campo multivariante. Para ello, hay que decir que asi como MDS5 se re-
fiere a una coleccién de procedimientos de andlisis de datos (no a un tnico
procedimiento), el AF refiere a una familia de procedimientos utilizados para
analizar un conjunto de datos multivariantes, asi como varias clasificaciones
de atributos para un nimero de estimulos.

El MDS est4 basado en distancias entre puntos, mientras que el AF esta
basado en los d4ngulos entre vectores. Ambos modelos utilizan generalmente el
espacio euclideo, aunque el MDS tiene la ventaja de que siempre es mas facil
interpretar distancias entre puntos que angulos entre vectores. Ademas, el
AF resuelve el problema en un mimero de dimensiones relativamente grande,
principalmente porque la mayorfa de los procedimientos estan basados en la
suposicién de relaciones lineales entre variables. Esta es una suposicién muy
severa con respecto a los datos. Las aproximaciones en MDS no contienen esa
suposicién y el resultado es que este normalmente proporciona soluciones mas
faciles de interpretar en relacién a la realidad del problema y en una dimension
mas baja.

Aparte de esas consideraciones, existe una razén fundamental para preferir
MDS al AF y es referente al tipo de datos analizados por cada procedimiento.
Como antes apuntdbamos, los datos para MDS, cuando estan recogidos di-
rectamente de juicios 6 disimilaridades, se encuentran menos expuestos a la
contaminacién experimental y méds dispuestos a contener estructuras relevan-
tes. Los datos del AF generalmente contienen puntuaciones para cada estimulo
en una lista de atributos que pueden o no ser relevantes.

1.2 Distancias y disimilaridades.

MDS esta basado en la relacién entre el concepto de disimilaridad y el concepto
de distancia. Existen ciertos aspectos en comun con respecto a estas dos ideas.
Disimilaridad es la desigualdad perceptible entre dos objetos bajo el punto de
vista de un perceptor. El término diferencia es normalmente sinénimo pero
debido a que tambien puede indicar algo similar a diferencias aritméticas entre
dos nidmeros, es preferible el término disimilaridad aunque sea mas largo, pues
es menos ambiguo.
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Por otro lado, tenemos el concepto de similaridad el cual produce una
relacién inversa a la de la disimilaridad. Las relaciones entre disimilaridad y
similaridad o proximidad las veremos formalmente a continuacion.

Consideremos un conjunto fomado por un mimero determinado de objetos
de los cuales 7 y j son dos exponentes. Llamamos disimilaridad entre 1 y j a
una funcién que indicaremos por d(7, j) o d;; que muestra el grado de deseme-
janza entre ambos objetos en relacién a un cierto nimero de caracteristicas
cualitativas y cuantitativas. Se llama similaridad o similitud entre 1 y j a la

cantidad s;; dada por la relacién

i
S =1 —dy

Las propiedades que caracterizan una disimilaridad son:

1. d(i,5) >0

2. dii,i)

=0 Vi,j
3. d(i,j) = d(j, i)

y como consecuencia, las propiedades que caracterizan una similaridad se-

’

ran:

3. s(i,5) = s(j.i)

La estrecha relacién entre las caracteristicas de las disimilaridades y las pro-
piedades matemaéticas de las distancias, constituyen la base logica del MDS.
A un nivel muy bésico, ambas son propiedades de pares de objetos: las disi-
milaridades describen un par de estimulos y las distancias un par de puntos.
Incluso cuando nos referimos a un tinico concepto como el de muy diferentes,
normalmente se tiene presente un estimulo respecto al cual se ha comparado.
Ademés de esto, los dos conceptos comparten las siguientes caracteristicas:

1. Origen. Un juicio de no disimilaridad se aplica a dos estimulos idénti-
cos. De igual forma, una distancia igual a cero se aplica a dos puntos
coincidentes.
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2. Positividad. Cuando dos estimulos no son idénticos en algin aspecto
relevante, se supondra que tienen un grado de disimilaridad positivo.
De igual forma, la distancia entre dos puntos no coincidentes es siempre
positiva.

3. Simetria. Normalmente, el orden en que dos estimulos han sido espe-
cificados tiene poco o ningun efecto sobre las disimilaridades percibidas,
especialmente, cuando los estimulos tienen el mismo nivel de generalidad.

4. Consistencia. Esta propiedad es la mds importante para las disimila-
ridades en el sentido de que tres o mas juicios de disimilaridad deben ser
consistentes con otro, o sea, si dos estimulos son cada uno de ellos res-
pecto a un tercero, separadamente, muy similares, entonces éstos entre
sf no pueden ser muy disimilares. Esta propiedad de las disimilaridades
concuerda con la desigualdad triangular de las distancias.

Hay que afadir a lo antes expuesto que no existe una regla general que
permita definir una disimilaridad, apta para cualquier tipo de analisis. De-
pende de varios factores: caracteristicas de las variables, naturaleza de los
objetos, finalidad del anélisis, etc ... Es imprescindible que cualquiera que
sea la definicién, cumpla los tres axiomas antes expuestos asi como las cuatro
propiedades. A continuacién vamos a dar algunos tipos de medidas de disimi-
laridad as{ como comentar brevemente los pricipales métodos de obtencién de
datos para un analisis con MDS.

1.2.1 Medidas de disimilaridad.

Se trata ahora de discutir los principales tipos de medidas de disimilaridad
que se obtienen a nivel experimental. Hay que resaltar que, generalmente, es
necesario realizar transformaciones previas de las medidas experimentales que
suelen ser de similaridad o proximidad para que puedan ser tratadas como
medidas de disimilaridad. Veamos los principales casos:

1. Métodos de Calificacién directa. Esta es una de las formas mas
utilizadas debido a la facilidad de obtencién de disimilaridades de forma
directa a través de las opiniones de los sujetos. El método mds im-
portante dentro de este grupo puede considerarse el de la utilizacion
de escalas ordenadas categéricamente para la asignacién de valores. El
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ejemplo més tipico es el de la escala que recorre los rangos desde muy
similar, hasta, nada similar. Asi, si dividimos ese rango en n posibilida-
des podremos clasificar las opiniones segun el grado de similaridad. Un
factor que deberemos tener en cuenta para este tipo de escalas en lo que
respecta a los desarrollos inferenciales posteriores, estriba en el nimero
de posibilidades en que se dividan esas categorias. Para que la variable
pueda considerarse como continua, Ramsay (1973) ha demostrado que
como minimo deben asignarse siete valores. Hay igualmente que tener
en cuenta que a la hora de la clasificacion existe una gran variabilidad
en cuanto al niumero de clases utilizadas por los sujetos en sus asignacio-
nes. Asi pues, mientras algunos sélo utilizan cuatro o cinco clases otros
utilizan un amplio abanico. Por ello, en estos casos, parece recomenda-
ble utilizar técnicas como la que desarroll6 Takane (1981) para categorias
con menos de seis cortes ya que en esos casos parece mas indicado reducir
el nimero de categorias en virtud del tipo de sujeto que clasifica.

Clasificacién de disimilaridades. Este método, aunque resulta re-
lativamente poco usado es de un gran potencial practico y consiste en
clasificar los estimulos en términos de sus disimilaridades con respecto a
cada uno o a un determinado nimero de los restantes estimulos.

Frecuencias de Transicién. Una forma de obtencién de medidas de
proximidad consiste en encontrar el nimero o proporcion de veces que un
estimulo se asocia con una respuesta particular por parte de un sujeto.
Suele ser frecuente este método en experimentos en los que intervienen
animales. Una vez obtenidos los resultados, es necesario transformarlos
en indices de disimilaridad para lo cual se suele emplear el método del
inverso de la raiz cuadrada de las frecuencias o bien considerar uno menos
la frecuencia de confusion. Finalmente hay que tener en cuenta en este
método que suele ser normal la apariciéon de asimetria en los datos y que
cualquier indice estara correlado con otro.

Frecuencias de ocurrencia incontrolada. Intimamente relacionado
con el tipo anterior se encuentra este tipo de frecuencias que pueden
definirse como el nimero de asociaciones, donde el limite superior de
dichas asociaciones no es conocido o controlado experimentalmente. Por
ejemplo, se podria contar el nimero de veces que los habitantes de una
ciudad se desplazan a otra en un periodo fijo del ano. Nuevamente
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aparece asimetria en los datos. Una variante de este método se utiliza
cuando a cada sujeto se le pide que ordene el estimulo entre un numero
de grupos. La frecuencia con que dos estimulos son clasificados en el
mismo grupo resulta una medida de similaridad. El nimero de grupos
puede dejarse o no a la eleccién del sujeto. La ventaja de estos datos es
que un gran numero de estimulos puede ser juzgado de una sola vez.

1.2.2 Clasificacién de los datos segun Combs.

Merece una especial atencion la clasificacion de los datos a tratar con MDS
que dié Coombs en su libro A theory of Data, John Wiley & Sons, Inc, New
York. En él expone que las relaciones basicas que caracterizan a los datos de
tipo psicologico son de dos tipos: Dominancia y consonancia.

1. Dominancia. En este caso se crea un orden de rangos estricto para cada
conjunto de elementos, respecto a algin atributo con el que se quieran
comparar. Ej.- La marca A es mayor que la B respecto a la cualidad X.

2. Consonancia. Se establece una comparacion de igualdad entre los ele-
mentos. Ej.- A es igual que B respecto a X. O bien, A no es igual a B
respecto a X.

Puede resultar sorprendente el hecho de que virtualmente todos los estudios
de MDS conllevan implicitamente una de las dos clases anteriores. Ademas,
si permitimos asociaciones en la ordenacion de las preferencias se obtienen
automaticamente relaciones de dominancia y consonancia dentro del mismo
conjunto de datos. El concepto de dominancia u ordenacién implica clara-
mente un espacio continuo unidimensional para cualquier par de elementos
para el que los términos menor que o mayor que tengan sentido. La idea de
consonancia o igualdad puede construirse como un intervalo de un continuo,
dentro del cual el sujeto supone que todos sus puntos son indistinguibles. De
hecho, podria parecer que las relaciones de consonancia y dominancia pro-
ducen representaciones unidimensionales en lugar de multidimensionales. No
obstante puede ser muy 1til el caracterizar estimulos o sujetos en varias dimen-
siones de algin espacio geométrico. La ordenacién de distancias entre pares
de puntos suministra el continuo unidimensional apropiado que conducira a la
construccion multidimensional.
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Centremos ahora nuestra atencién en los tipos de datos psicoldgicos que
pueden ser tratados. Para ello Coombs considerd tres descriptores basicos:

e Cuando la relacién es de dominancia o consonancia.

e Cuando los puntos son de un mismo conjunto o de dos conjuntos dife-
rentes.

e Cuando la relacién es entre un par de puntos o entre un par de pares de
puntos.

Basandose en estos tres criterios, Coombs desarrollé la siguiente tabla de
clasificacion de datos.

Pares de Pares de

puntos pares
Puntos de | Cuadrante II | Cuadrante I
conjuntos Estimulos Eleccion
diferentes simples preferencial

Puntos Cuadrante III | Cuadrante IV

del mismo || Comparacion Datos de
conjunto de estimulos Similaridad

Veamos detenidamente cada una de estas clases.

e Cuadrante I.- Eleccién preferencial de datos. Los datos de este cua-
drante se caracterizan por existir unas relaciones subyacentes entre pa-
res de pares de puntos en dos conjuntos diferentes. Consideremos el
siguiente ejemplo: Supongamos que a un individuo se le pide que realice
ciertos juicios de preferencia sobre varios automdéviles y que este sujeto
percibe tinicamente dos caracteristicas de los coches: el grado de lujo y
el grado de deportividad. Coombs propuso el concepto de punto ideal
que serfa el coche ideal bajo esos puntos de vista con el que deberian
compararse las demas clasificaciones. En este ejemplo, los conjuntos son
el punto ideal I y los modelos de coches. Los pares de puntos seran pues
(marcal,I)---(marcaN,I). Se miden las distancias entre cada marca
y el punto ideal d(marcaj,I). Se comparan dichas distancias de forma
que un modelo serd mas preferido que otro si su distancia al punto ideal
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I es menor. Hay que resaltar que esta clasificacién es completamente de-
pendiente del punto ideal I. Si hubiesemos tomado otro punto J como
punto ideal, por ejemplo un promedio entre lujo y deportividad, las con-
clusiones serian diferentes. El tipo de representacion con MDS que se
obtiene para este tipo de datos suele ser multidimensional.

e Cuadrante Il.- Estimulos Simples. Los datos de este cuadrante, son
clasificados por Coombs como relaciones entre pares de puntos de dos
conjuntos diferentes. Supongamos que tenemos un conjunto de atributos
para describir a cada elemento de un conjunto de estimulos (Ej. marcas)
y se pregunta a un gran nimero de personas sobre cada elemento, para
que dé valores a todos los atributos respecto a dicho elemento.

e Cuadrante III.- Comparacién de estimulos. Los datos de este cua-
drante se caracterizan por las relaciones entre los pares de puntos del
mismo conjunto. Este tipo de datos y el anterior suelen ofrecer repre-
sentaciones en MDS de tipo unidimensional.

e Cuadrante IV.- Datos de Similaridad. Esta clase de datos envuelve
una estructura de apariencia o percepcién de como los sujetos perciben
los estimulos: si de forma similar o no. Esto origina relaciones entre
los pares de puntos del mismo conjunto. Este tipo de datos es el que
se obtendria al preguntar a los individuos qué pares de automoéviles son
més similares. El proceso se repite haste tener ordenados los datos.
Los ejes de la representacién mostraran las dimensiones subyacentes de
percepcién con las que se han ordenado los pares. Son representaciones
de tipo multidimensional.

Otra forma de presentar los tipos de datos utilizados en MDS es descri-
biendo los diferentes tipos de matrices de datos. Coombs enuncia varios tipos
de matrices de proximidades, donde por proximidad se refiere a distancia psi-
colégica, tanto en el sentido de similaridad como en el disimilaridad. Veamos
dichos tipos.

1. Matriz de datos del tipo estimulo por estimulo. Supongamos en
primer lugar el caso en que los pares de estimulos son ordenados. Obten-
dremos una matriz en la que los n(n — 1)/2 distintos pares de estimulos
han sido ordenados y se tienen n(n — 1)/2 puntuaciones que indican la
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ordenacién. Este tipo de proximidad se denomina proximidad incon-
dicional o integra. Es integra porque cada casilla excepto la diagonal
principal, tiene un nimero que es el grado de similaridad o disimilaridad
del par. Es incondicional porque cada casilla puede compararse con otra
cualquiera sin ningin problema. Otro tipo de matrices lo constituye el
caso de condicional integra, el cual aparece cuando para cada fila de la
matriz, el evaluador ordena los restantes n — 1 estimulos en términos de
similaridad decreciente, respecto de esa fila-estimulo.

2. Matriz de datos del tipo individuos por estimulo. Supongamos
que N individuos ordenan n estimulos. En este caso resulta una matriz
triangular inferior de tipo condicional en la que los valores solo son com-
parables en cada fila (cada fila es el resultado de la ordenacion de una
persona). Los pares de puntos son tomados de dos conjuntos diferentes:
el de los individuos y el de los estimulos.

Finalmente hay que decir que las matrices integras se asocian a los cuadran-
tes III y IV mientras que las diagonales inferiores se asocian a los cuadrantes

IylIl

1.3 Una solucién grafica al problema del MDS.

En este apartado se trata de dar una visién general de la resolucién del pro-
blema del MDS comenzando con algunas ideas meramente intuitivas hasta
lograr algunos desarrollos matematicos.

Supongamos que se tiene una tabla de similitudes entre cuatro objetos.
Para su representacién en un plano, elegimos en primer lugar cuatro puntos
totalmente aleatorios y medimos sus distancias. A continuacién, a partir de la
primera tabla, se construye una tabla de rangos, o sea, construimos una tabla
de forma que tenga un valor 1 en la posicion que ocupe en la tabla original la
menor proximidad, un valor 2 la siguiente y asi sucesivamente. Considerando
la tabla de distancias, se reordena ésta por filas segin el orden de rangos
obtenido a partir de la tabla original de similitudes. Si calculamos ahora la
diferencia entre la tabla de distancias originales y la nueva tabla de distancias
ordenadas se obtiene una tabla denominada matriz de correccion de la tabla de
distancias originales, ya que dicha tabla de distancias era totalmente aleatoria
al serlo los puntos de los cuales dependia. Una vez obtenida la matriz de
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correccién, sus valores seran las longitudes de los vectores que daran lugar a
la nueva configuracién de puntos. Midiendo las distancias entre los nuevos
puntos, se obtiene una nueva tabla de distancias y de esa forma, una nueva
matriz de correccion.

Todo el proceso descrito, se desarrolla considerando en cada movimiento
de los puntos, un punto mévil y los demas fijos. Por esa razén y debido a que
los cuatro puntos en principio son mdviles, aparece la necesidad de crear un
procedimiento iterativo. No existe ninguna garantia de que un determinado
conjunto de movimientos nos lleve a una solucién adecuada y ademas hay
que decir que el procedimiento descrito compara tinicamente las distancias
conjuntas (aproximacién condicional) pero no dice nada sobre las distancias
disjuntas entre puntos no proximos (aproximacioén incondicional).

Veamos a continuacién el desarrollo analitico que resuelve el problema an-
terior.

Consideremos una matriz de similaridades y tomemos un conjunto aleato-
rio de puntos del plano como primera aproximacion. Calculemos la matriz de
distancias de esa configuracién. A partir de dicha matriz de distancias, se ob-
tiene la matriz de distancias ordenadas totalmente puesto que la aproximacion
que se desea es de tipo incondicional. Considerando ahora ambas matrices, la
matriz original de distancias, la cual notaremos por d;; y la matriz ordenada

*

de distancias que notaremos d;;, la cantidad

’\i‘:d

J

£ 3
4 —
dard una doble informacién: médulo y sentido del vector corrector desde el
punto 7 al punto j. La proporcién en que la distancia original debe ser corregida

es

2 dz'jd— dij _ - dz’jd_ dij _ 3
1 1] LX)

Se llama factor de correccién entre los puntos 7 y j a la cantidad f;; sit # J
y0siz=.

Consideremos una configuracién en un espacio m-dimensional. Sean los
puntos 7, j y sea f;; el factor de correccién entre dichos puntos. En términos
vectoriales, si sobre el eje a del sistema de referencia dado, la coordenada de 1
es z;, y la de j, x;, tendremos que la correccién sobre el vector z_j sera
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- Jij
f53 =
-
por lo que para el eje a quedara,
Vo = fij(%ja — Tig) = (IL—]a_—l_m)

Asi pues, el vector de traslacion total f;;77 serd la suma con respecto a las
traslaciones de las componentes

m
fijij = Z fz‘j(ivja - :Eia)
a=1

Hasta ahora, hemos determinado inicamente el movimiento a lo largo del
eje a del punto i respecto al punto j. No obstante, todos los demas puntos
deben ser tenidos en cuenta. Para determinar el vector de traslacion del punto
i con respecto no al punto j fijo sino a todos los otros que constituyen la
configuracién, por ejemplo con respecto nuevamente al eje a, bastara con sumar
las componentes v, de cada uno de ellos y se obtendrd la componente de
traslaciéon del movimiento del punto 7 con respecto al eje a. Asi pues:

e
Sl) = 30—
=l j=1 ('Tja l',‘a)
donde
d;; .
= = 0 por definicion.

n = Nimero de puntos de la configuracion.

v,(j) = Vector de traslacion de 7 a j en el eje a.
Luego la nueva coordenada del punto 7 respecto al eje a sera:

(t)
n d*
E‘_: ( - di> (€50 — mia)]

ij

(t+1) _ x(_i) +
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Esta forma de traslacién del punto ¢ con respecto a los puntos de la con-
figuracién plantea problemas en la practica ya que si, por ejemplo, waly ) =2,
V7 y n = 50, entonces :r.l(-ZH) = xf;) + (49 x 2) y esa traslacion es excesivamente

grande. Resulta pues mds sensato, sumar un promedio de las v} y asi:
(1)

o I
(” (:I"ja - xia)

_Z 1_d_

£ = ol 4
n =1 ij

1a

Cuando realizamos la traza del movimiento de los puntos se observa que
cuanto mayor es el nimero de iteraciones, los movimientos de los puntos son
cada vez mas cortos. Ademas se observa que las direcciones de movimiento
son variables asi como la longitud de las mismas. Por tanto parece razonable
disponer de algtin coeficiente que indique como cambian con cada iteracién las
relaciones entre las distancias de los puntos. Un posible candidato podria ser
el coeficiente de correlacién por rangos pero en los casos en que el nimero de
puntos es pequeno no es aplicable. Por ello utilizamos una versién modificada
del mismo. Sabemos que los factores de correccion A;; y f;; valen cero si d;;
es igual a df;. Asi pues, lo que se trata de hacer mediante el movimiento de
los puntos es minimizar las diferencias (d;; — df;). Podriamos pues valorar la
proximidad entre d;; y d7; calculando el coeficiente de correlacion de Pearson
r sobre dichos pares. Si la solucion es perfecta se tiene que r = 1.

Si todo marcha correctamente, al representar el diagrama de Shepard para
las iteraciones debe ocurrir que los puntos se vayan alineando con respecto
a la diagonal conforme el numero de iteracion crece. De igual forma cabe
esperar que el coeficiente de correlacion r se aproxime mas a 1 cuanto mayor
sea dicho nimero. Si se dibuja una grafica del valor de r en cada iteracion,
generalmente se observa que la correlacién varia fuertemente en las primeras
iteraciones, tendiendo a estabilizarse posteriormente.

Con lo dicho se obtienen dos claras conclusiones: Por un lado, el desarrollo
del método depende de la configuracion inicial elegida por lo que un aspecto
a desarrollar es la forma de obtencion de dicha configuracién inicial. Por
otro lado cabe esperar una mejora en el ajuste de una configuracién dada que
requiera el minimo niimero de iteraciones y ademas asegure en cierto modo la
obtencién de una conclusion aceptable.

Tal y como se ha visto hasta ahora, la utilizacién de imagenes ordenadas
como distancias objetivo puede ser una de las muchas posibilidades para re-
solver el problema. Otra posibilidad que consideraremos a continuacién es
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derivar dichas distancias objetivo via regresion mondtona.

En principio, como hacfamos antes, consideramos una tabla de similitudes
y tomando una configuracién de puntos totalmente arbitraria, medimos las
distancias entre dichos puntos. Para ver como se ajusta dicha representacion
a los datos, calculamos las distancias y se comparan con los datos origina-
les. Una forma de hacerlo, es representando los pares (distancia, prozimidad),
obteniéndose un diagrama de Shepard asociado a esa primera configuracion.
Si la representacion fuese perfecta, los puntos deberian situarse en torno a
una curva que deberia ascender fuertemente y ademas inclinarse a la derecha.
Como ese no es el caso, normalmente, vamos a intentar derivar a partir de esa
idea una forma para la construccién de las distancias objetivo. Parece evidente
que todos los puntos que se encuentren en cualquier funcion estrictamente cre-
ciente en el diagrama de Shepard serian candidatos a distancia objetivo. No
obstante, existen infinitas curvas de ese tipo e infinitas formas de definir las
distancias objetivo. De cualquier forma, parece razonable definir las distancias
objetivo de forma que se eviten movimientos innecesarios en los puntos. Esto
conlleva el hecho de que la curva sea dibujada a través de la representacion
de los puntos de forma que los puntos estén tan proximos a ella como sea
posible. La proximidad de los puntos a la curva de distancias objetivo se mide
horizontalmente ya que estamos interesados en valores objetivo que requieran
una distancia de ajuste minima.

Asi pues, el problema que se nos plantea no es mas que un problema clasico
de regresion con la tnica variante de que la curva de ajuste no es lineal sino
en general, estrictamente creciente. Para resolverlo empleamos el método de
minimos cuadrados. Asi pues, si la distancia objetivo se nota por d;; el error
de aproximacion cometido sera '

ei; = (dij — dyj)

Minimizando la suma de los errores al cuadrado, encontramos la mejor
secuencia estrictamente mondtona de cju

Hay que resaltar el hecho de que en realidad, las distancias objetivo no
son realmente distancias en el sentido estricto de la palabra. En particular,
dada una configuracién, serfa imposible decir cuales son las distancias objetivo.
Estas realmente estan constituidas por nimeros calculados de alguna determi-
nada forma que sirven como valores objetivo. Asien el ambiente de la regresion

mondtona dichas distancias objetivo son conocidas como disparidades.
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El empleo de disparidades en lugar de imégenes ordenadas (como haciamos
anteriormente), no afecta al desarrollo de las formulas antes expuestas y basta
con sustituir df; por d;;.
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Capitulo 2

Modelos de MDS y Medidas de

ajuste.

En el capitulo anterior se han desarrollado a nivel intuitivo las ideas principales
que constituyen la técnica del MDS. En este capitulo trataremos de formalizar
matematicamente dichas ideas, asi como dar una visién del desarrollo del MDS
en el sentido del analisis exploratorio de datos, es decir, sin hacer ain uso de la
inferencia estadistica como herramienta fundamental. De este ultimo aspecto
nos ocuparemos en el siguiente capitulo el cual ird destinado a la inferencia en

MDS.

Hagamos un planteamiento general de la situacién en que nos encontramos.

2.1 Datos, distancias y modelos bilineales.

En primer lugar, consideremos los datos, d;;,; como las respuestas de cada
sujetor (r = 1,..., R) a un par de objetos, conceptos o estimulos cualesquiera
i,j (1,7 =1,...,n) en el ensayo o réplica t (t =1,...,7T). Tal y como apun-
tabamos en el capitulo anterior, un dato debe llevar implicito en el proceso
de su obtencién el hecho de reflejar dos caracteristicas esenciales: simetria
con respecto a los estimulos y consistencia, de tal forma que pueda afirmarse
que los datos, o alguna transformacién monétona de los mismos, inducen una
métrica en el conjunto de los estimulos. Dicha métrica es la que se intenta
obtener.

El parecido entre el principio de consistencia y la desigualdad triangular
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induce a representar las d;;,, mediante el modelo de distancia
Lo = (X, = X)W (X, = X;)
donde X; = (z;1,...,T;pr), son las coordenadas del punto 7 en dimension M y
W, es una matriz simétrica definida positiva que varia de sujeto a sujeto. Esta
matriz suele considerarse de tres tipos: métrica identidad, métrica diagonal
o métrica completa, segin que sea W, = I, que sea W, una matriz diagonal
o bien en el caso mas general, simplemente que W, sea una matriz simétrica
semidefinida positiva cualquiera.
Un modelo alternativo lo constituye la relacion
Shir = XiW, X}
que se conoce como modelo bilineal. Ambos modelos estan relacionados me-
diante la transformacicién doblemente centrada:

1 2 2 2 2
3 £ 3 % * %
T = 5 (i + T~ i ~ )
donde los promedios se toman respecto a distancias al cuadrado. Veamos a
continuacion la relacion entre distancias estimadas y productos escalares.
Sean X; = (2;1,...,%;p) y Xj = (xj1,...,%n) dos vectores en un espacio
de dimensién M. Su producto escalar sera

M M
1% r 7 -t _
‘Sij = }\il/l ‘\j — Z Zwitwthjk

k=1 t=1
En la mayoria de las aplicaciones, el origen de coordenadas no es algo
determinante y puede fijarse arbitrariamente, debido a que un movimiento
rigido no altera la configuracién final. Asi pues, resulta conveniente desplazar
el origen de coordenadas al centroide o media generalizada de la configuracion.
No obstante, mientras que las distancias no se alteran por una traslacién,
los productos escalares si que lo hacen. Veamos pues como se resuelve este
problema.
Supongamos que el origen es el centroide y notemos por S7; el producto
escalar.

Proposicién 2.1.1 Las distancias FEuclideas pueden convertirse en productos
escalares de vectores sobre un origen (arbitrario) en el centroide de todos los
puntos mediante la ecuacion:
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* 1 *2 *2 *2 *2
donde
T
Y T k=1 .
o 1 n *2
2. d*] = = Z dkj
L k=1
o 1 n n *2
g dr ==Y dy
n t=1 k=1
DEMOSTRACION.

Tenemos que

M M
= kz_:z_: 0T — Tj8) =

M M
Z Zwtk(-’l‘itfcik + T — T jk — TjpTik) =
k=1 1=1
M M M M
2D Wi + Z D Wik e i
k=1 t=1 =1, {=1,
M M M M
DD WiTiT = DD Wik =
k=1 i=1 k=1 t=1
* *
+ 85 =55 —58;=
%*

Puesto que el origen de coordenadas se ha situado en el centroide, se tiene

que

Do
(&7
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Z‘Tlh:O Vh:l,,.M
=1

por lo que se verifica que:

1 n M M
29 (z 3 ) _

L k=1 it=1
| M M
—Zzwtﬂjk <2Iu> =0
k 1 =1

l:l k=1 1=1

1 M M n
- Z Zutﬂn (Z Izk) =
k 1i= i

1 =1

- 151* = — ‘S”.; - O
I i 1 =1
Puesto que
B =

y siendo

* 1 = 3%
Sr==3 5
L =1
se llega a que

d = 8* + 85 — 285 = §* + S

d g'* + q*

luego
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52 52 %2 %2 * 15k L3

Sf— 8 — ST -85+ 25" = -25;
Asf pues, multiplicando por —1, queda:

Sy =5 (4 +d —d - di)

DO —

C.Q.D.

La transformacién anterior fue descrita por Young & Houselholder (1938)
y utilizada por Torgerson (1958) que estimé un indice promedio de disimilari-
dad para cada par de estimulos y, transformando dicho promedio mediante la
proposicién anterior, ajusté dichos valores segiin el método

Siir = X;W, X}

para W, = I. Este procedimiento es conocido como procedimiento métrico
cldsico y es utilizado hoy dfa por la mayoria de los métodos de MDS para la
generacién de los valores iniciales en los procedimientos iterativos de la matriz
de configuracién X. Por esa razén vamos a estudiar a continuacién dicho
procedimiento.

2.2 El procedimiento métrico clasico.

Como comentabamos en el apartado anterior, el método descrito por Torgerson
es utilizado hoy dia por la mayoria de los métodos de MDS para la obtencién
de una configuracién inicial. Este método viene pues a resolver uno de los pro-
blemas planteados en el capitulo anterior, cuando habldbamos de la necesidad
de partir en los métodos iterativos de una buena configuracién inicial, en lugar
de tener que hacerlo mediante una configuracion totalmente aleatoria.

Supongamos que poseemos una matriz de disimilaridades como matriz de
datos iniciales. En primer lugar, el método cldsico transforma esas proximi-
dades en distancias estimadas mediante un procedimiento conocido como es-
timacidn de la constante aditiva, el cual se basa en la siguiente relacion entre
distancias y disimilaridades:
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£
dijr = dijr + ¢,

Torgerson demostré que la menor constante ¢, para cada sujeto fijo r, que
garantiza la verificacién de la desigualdad triangular para cualquier tripleta de
estimulos (s, k, (), viene dada por

Cr = 1\'Iax(s,k.,l){dslr - dskr - dklr}

Asi pues, considerando de esa forma la constante para cada sujeto r, las
disimilaridades son transformadas en distancias estimadas dj;,., bajo el punto
de vista métrico del método de la constante aditiva descrito por Torgerson.

El siguiente paso consiste en transformar las distancias estimadas en pro-
ductos escalares. Para ello se emplea la relacién que demostrabamos en la

proposicion anterior, o sea,

, 1
ij = 9
Una vez obtenida la matriz de productos escalares estimados S* el método

factoriza dicha matriz en el producto de la configuracién por su traspuesta, o
sea

S (¢ +d5 — a7 — d5;)

L

§* = XX*

Para obtener las coordenadas de la configuracion estimadas por esa des-
composicién, se pueden utilizar diferentes métodos como, por ejemplo, los
asociados al analisis de componentes principales. No obstante suele ser usual
utilizar en MDS el método descrito por Eckart-Young para realizar dicha des-
composicion.

Para finalizar, indiquemos que la forma de actuar de este método genera
numerosos problemas si se considera como solucién al problema del MDS, en
lugar de como procedimiento de obtencién de la primera configuraciéon. Uno
de esos problemas y que puede considerarse como el mas importante, es que
resulta necesario medir en primer lugar las disimilaridades mediante algin
factor de escala y, por otro lado, las perturbaciones aleatorias que aparecen
al obtener cualquier medida de disimilaridad, se aumentan por considerar los
cuadrados de los datos.
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2.3 Modelos y medidas de ajuste.

Como ya se ha dicho anteriormente, la idea fundamental del MDS consiste
en que las distancias entre los puntos se corresponden con las disimilaridades
entre los objetos a los que representan. Una buena forma de poder observar
dicha relacién seria mediante el empleo del diagrama de Shepard o diagrama
de dispersién. Asi pues, si representamos los puntos definidos por los pares
(djr, d7;, ), parece evidente que lo deseable resulta ser que pequeiias disimilari-
dades se correspondan con pequeiias distancias a la vez que grandes disimila-
ridades se correspondan con grandes distancias. Geométricamente esto quiere
decir que la grafica resultante de la representacién debe tener un aspecto cla-
ramente creciente, de forma que su crecimiento sea lento a la izquierda y vaya
acelerando rédpidamente cuanto mas nos aproximemos a la derecha. Logica-
mente esta relacién se invierte en el caso en que consideremos similaridades
como datos iniciales en lugar de juicios de disimilaridad.

Como veiamos antes, las diferentes formas de relacionar las disimilaridades
con las distancias, dan lugar a diferentes tipos de MDS. Aunque ésta no es la
tnica causa que origina diferentes tipos de analisis ya que otros factores, como
el método que determina la bondad del ajuste o el tipo de datos iniciales,
constituyen importantes diferencias entre los métodos, si que es uno de los
principales factores para la clasificacién de las técnicas del MDS.

La relacién entre disimilaridades y distancias se formaliza matematica-
mente a través de una aplicacion f de forma que segun sea dicha aplicacion
asi se distinguira el método. Asi pues, sea

f:Dw— D"

dicha aplicacién, donde D serd el espacio de las disimilaridades y D* el de
las distancias estimadas. Si la relacién d* = f(d) conserva las propiedades
de las proximidades estaremos en MDS métrico. Por el contrario, si unica-
mente preserva el orden de las disimilaridades, estaremos ante aplicaciones
cuya principal caracteristica estriba en la monotonia y definiran un MDS no
meétrico.

2.3.1 Tipos de funciones f y modelos asociados.

Veamos a continuacién diferentes modelos en base a una clasificacion segun el
tipo de funcién que se defina.
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Modelo absoluto.

Se denomina modelo absoluto de MDS al modelo que queda determinado por
la relacion

d:j = dij Vl,]

Este modelo es el mds simple y pretende ajustar de forma exacta cada
proximidad con distancia para cada par de estimulos ¢, j y para cada sujeto
r. Si en esa representacién no considerasemos todos los posibles pares (i, j)
sino tnicamente los pares observados, obtendriamos su forma natural ante
observaciones faltantes. En realidad, es un modelo de ajuste bastante pobre y
claramente métrico.

Modelo proporcional.

Este modelo se corresponde con el ajuste

dij = fdy) =b-d;j  Viyg

el cual en forma matricial quedaria explicitamente como

XiW'X} = b g dij

siendo W la matriz de la métrica.

Esta funcién indica un cambio en la escala de obtencion de las disimilarida-
des, como estimacién de las distancias. De nuevo pertenece al grupo métrico
del MDS. La caracteristica fundamental de este modelo y de ahi su nombre,
es el hecho de que conserva la proporcionalidad entre disimilaridades o sea

di  bdy  dij  fdy)

EZ—; B bd - dit B f(dkt)

Modelo de tipo intervalo.

Este modelo resulta como una extensién natural del modelo anterior, de forma
que ahora se calculan las distancias estimadas en virtud de una transformacion
lineal completa de las disimilaridades de partida. Su forma seria

di; = f(dij) =a+b-d; Vi,
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En este modelo, la proporcién entre las diferencias de distancias es idéntica
a la proporcién entre las correspondientes diferencias de disimilaridades, de ahi
el nombre de intervalo.

Evidentemente, la funcién f no tiene por qué ser de tipo lineal. En principio
podria definirse cualquier funcién. No obstante a un nivel experimental se han
obtenido como principales funciones no lineales

. f(dij) = log(dz-]-)
o f(d;;)=a+0b-log(d;)
o f(dij) =a+b-exp(ds)

° f(d”):a-}—bd,]-{—cdf]

MDS no métrico.

Como antes comentabamos, los modelos anteriores son todos métricos en el
sentido de que conservan las propiedades de las disimilaridades. No obstante,
puede que sdlo estemos interesados en preservar el orden de éstas a través de
las distancias estimadas. En estos casos, el inico requerimiento que se le pide
a la funcion f es que sea monotona. Asi en estos casos, se define

di; = fldy) Vi3

de forma que
dij & dkl — (l:‘J < d}tl

Modelo nominal.

Adn resulta posible concebir modelos de MDS mas débiles que el anterior,
como por ejemplo, modelos en los que f es menos restringida que en el caso
de ser monotona. Consideremos por ejemplo el caso en que las proximidades
son todas 0 6 1. Podriamos desear que todas las distancias que representan
1 sean mayores que las que representan 0. De forma mas general, si tenemos
como datos a, b 6 ¢, éstos podrian tener asociados tres grupos de distancias
disjuntos, uno para cada tipo de dato. Asi pues, todo lo que las distancias
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representan son un caracter cualitativo, lo cual podria enunciarse definiendo
f de la forma

de manera que

2. 5i dij = dkl = d:] = dzl

2.3.2 Errores y medidas de ajuste.

Todos los modelos expuestos anteriormente ajustan proximidad a distancia
mediante alguna ecuacién de igualdad. Sin embargo, parece mas razonable el
hecho de no considerar la igualdad en dichas ecuaciones en virtud de los errores
que se cometen cuando se obtiene cualquier dato de forma experimental. Bajo
esa hipdtesis, resulta mas real en lugar de considerar que

%
di; = f(dy;)
suponer que la relacién entre disimilaridades y distancias estimadas es de tipo
aproximado o sea

di; = [(di)

dependiendo de un error asociado a cada par, que notaremos por e;;, el cual
P » 9 17

puede en principio asociarse a la forma de obtencién de la disimilaridad, o al
procedimiento iterativo, etc...Asi pues, se tiene que

2
2 *
€ij = (dij - f(dij))
La suma de los errores al cuadrado, nos dard una idea de como es el error

asociado a la funcién f. Por tanto, consideremos para todos los pares (,7)
realmente observados

n n

> 3 (& - fd)’

=1 j=i+1

esta expresion se suele escribir de la forma



José Fernando Vera Vera. 33

n

S (5 - f(dy)’

i<j
No obstante, la expresién anterior puede resultar engafiosa, ya que depende
de las unidades de medida que hayan sido tomadas. Asi pues, el problema se
suele resolver normalizando dicha expresién, o sea, expresando dicha cantidad
en relacién con el tamano de X. Concretamente, si dividimos por la cantidad

Sody

i<j

obtendremos el valor que notaremos por S? y cuya expresion es

ek Y (di-f (dm')2

3. 1<J _ 1<J
2 M w2 «2
> di; > di
i< i<j

Considerando la raiz cuadrada de esa cantidad, obtendremos el valor de la
funcién STRESS asociada a la funcion f.

Definicién 2.3.2 Se llama f-STRESS o funcion STRESS asociada a la fun-

cion f y se notard por Sy a la cantidad

> (d - fldy)’

1 1<J

- S d:

1<

donde

Sp=0 & dj=f(dy)

para todos los pares (1,7) observados.

Por 1ltimo, hay que anadir que se ha tomado la raiz cuadrada porque gene-
ralmente, los valores que se obtienen experimentalmente, suelen ser demasiado
pequefios si no se toma la raiz cuadrada y en consecuencia se tiende a despre-
ciar cantidades significativas. Por otro lado, hay que decir tambien que esta
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medida de la bondad del ajuste suele ir asociada generalmente con la regresion
monétona.

Si en lugar de considerar los valores f(d;;) como distancias estimadas, con-
sideramos las distancias ordenadas definidas en el capitulo anterior y que no-
tamos r;;, sin més que sustituir en la expresion del STRESS asociado a f, los
valores f(d;;) por los r;; tendremos el coeficiente de alineacion. Veamoslo.

Llamemos 25, a la cantidad S7. Asi pues tendremos

Z(d;j - Tij)2

§
2 ,
Sa+ Tl -2 T
95y = = = o % S|
i > d; L
y puesto que § s
2
> =2 (ri)
<] i<J

ya que las 7;; no son més que una ordenacién de las distancias, tendremos que

2y dijry;

25, =1+1- %ﬂ—
i<j
de donde queda que
> dijrij
So=1- K]—T
i > i
i<j

Definicién 2.3.3 Se llama Coeficiente de Monotonia de Guttman a la canti-
dad
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ki ]
> dijri;
= i<y
= 2
=
> 4
1<y

o bien en términos de las distancias ordenadas,

il =3
> diri;

1<

() (2

La recta de regresion no pasa por el origen ni por el centro del diagrama
imagen, a no ser que la solucién sea perfecta, lo cual implicaria que el co-
eficiente p valga 1. Se suele utilizar el coeficiente de correlacién de Pearson
para medir la calidad del ajuste en el diagrama de dispersion, tal y como an-
tes se comentaba, ya que se puede demostrar que ambos muestran el mismo

significado.

A nivel préactico, u tiene la desventaja de que toma valores cercanos a 1,
incluso cuando la solucién no es muy buena. Asi pues, lo que se suele hacer
es sustituirlo por el coeficiente de alineacién el cual varia mucho mas a nivel
numeérico.

Definicién 2.3.4 Se llama Coeficiente de Alineacién a la cantidad

K=4/1-p

Este coeficiente nos una medida de la variabilidad no explicada de los puntos
en el diagrama. Por otro lado, p? ofrece una medida de la variabilidad explicada
en dicho diagrama.

2.3.3 Minimizacién del STRESS y de la ALINEACION.

En este apartado, se trata de introducir un procedimiento general para resolver
el problema del MDS en base a las medidas del STRESS y del Coeficiente de

Alineacién. Asf pues, tendremos que encontrar una configuracion X y una
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transformacion f (en el caso del STRESS) de forma que juntas optimicen la
relacion

fldij) = di;  Vi,j observados.

Considerando el modelo general descrito en la relacién anterior, deberemos
minimizar la cantidad

n
§=3(d5- 1))’

i<j
donde supondremos que f debe ser conocida, tal y como ocurre en el modelo de
MDS proporcional. Asi pues, el problema consiste en encontrar una configura-
cién X de forma que minimice la cantidad S. Bajo un punto de vista general,
el problema del MDS puede dividirse en dos problemas de optimizacién de
forma que la estrategia que se sigue para su resolucion consiste en optimizar
una parte suponiendo fija la otra, entrando en un procedimiento iterativo. Las
dos partes a optimizar son

1. La funcién de transformacién f.

2. La matriz de configuracion X.
Explicitamente el proceso que se sigue consiste en:

e Paso 1.- Dada una configuracion X, calcular la distancia entre los puntos
y encontrar la funcién f, dentro de la familia de funciones deseada, que
minimiza la cantidad S.

¢ Paso 2.- Dada la funcion f, calcular a través de ella la distancia objetivo
entre cada par y obtener la configuracién X asociada a dichas distancias.

Una vez completado el segundo paso se vuelve al primero y asi sucesiva-
mente, hasta completar un procedimiento iterativo, cuya finalizaciéon de pa-
rada viene determinada por diversos criterios como puede ser el nimero de
iteraciones o la variacion del valor que toma S de una iteracién a otra.

La determinaciéon de la funcion f es un aspecto, en general, dificil de re-
solver ya que depende fundamentalmente del tipo de andlisis que se esté re-
alizando. Veamos pues, como se determina el segundo paso, el cual es mas
genérico.
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Para centrar el problema, si suponemos que tenemos n estimulos y la re-
presentacién se desea realizar en dimensiéon m se trata de encontrar n x m
coordenadas z, de forma que la funcién S alcance un minimo en dicha matriz
X. Desde otro punto de vista, puede considerarse el encontrar un punto en
dimensién n x m que minimice la funcién S, lo cual es tanto como considerar
en vez de la matriz X el Vec(X) € R™™.

El procedimiento a seguir consistird en que dada una componente de Vec(X),
;,, trataremos de construir un proceso iterativo que paso a paso minimice el
valor de S en la dimensién representada por z;, suponiendo que las restantes
componentes permanecen constantes. Asi pues, ese procedimiento minimiza
S componente a componente. Sea pues

0i; = fldy;)
el valor obtenido para todo par (i, 7), de la funcion f fijada por el primer paso.

Asi

2

<3 1< a=1

S = i (dfj = 5ij)2 =2 [(i(% - a’ja)z) " - 5ii]

luego tenemos que

oS 0 i
5— = 7— 24— 85)" =
a a4y
- SN -6 =)0 iz(df — B
O i v r Ozu Y Y
a * 2 I A* a *
D g (i = 05)" = DA — i) g —(d; = 85) =
J L g ia

0 m 1/2
Z?(dr‘] &= 5,']‘)81.. |:< ('T’ia —_ Ija)2) — 52]:| =
7 1a a

=1

9 m 1/2
ZQ(CI:} — 62‘7)8.’1‘ ( ('Tz'a — wja)2> =)=
J @ \ga

3 a=1 ‘ia g=]

) 1 [ S § = ]
> 2(d5; — &5)5 P 7 D (@ia — &50)" =
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* 2\-1j2_0 .
D (d5y = ) (di) T2 5 (ia — 2ja)? =

J
Z(d:‘] - (S )d* 2 ( a T xja)aT(wia - :l‘]CL) =
J
d:}) (xia - aja)
= 0, tendremos que

Z( "%) (Tia — o) =0 =

J

22}:(

Haciendo

0:1:,-,1

51" 61”
me_Zd_‘.‘].xi“ Z'Tja'i'ZE}‘Tia:O =
J 7 Y

0;
’IZCEz'a:Zd La+zlja_ZE Jja =
J e
MRS T £
:L,-a—nzj:d;(j(xm m]a)+7lzj:m]a

Si consideramos que las coordenadas de los puntos recogidas en X, se
encuentran dadas en un espacio centrado o sea, de forma que la suma de las
coordenadas en cada uno de los m ejes de coordenadas vale 0, tendremos que
Va=1,---,m

> T =0;
j

con lo que

1 i
Tig = Z d*J (wza - "'ja.)

En el desarrollo anterior tendremos en cuenta que si ¢ = j se define
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dii

Pl

Para obtener con rigor una expresién mejor, consideremos

o

n
k .
1 + Zd* S
_— = Lk
Cij = =5
1 - ElT] S
iJ

Proposiciéon 2.3.5 Las expresiones

1
Tia =3 zj:cijl'ja

_— lzfs.ii(r -
a n - d:g “ia i
3 0

son equivalentes.

DEMOSTRACION.

Consideremos

1
Tia = 5 ;Cijxja =

J#
n

J#

W 5
J# J#

te= g

1F ]

jo)

1
- lz CijTjq T+ ZCijwia] =
J=
1 0;; n_§.
i I:Z(l - ﬁ)xja. + (1 + Z _:?ki)mia] =
1] =1 'tk

1 61" 5i
= I:ija—zd_::l:ja'*'wia-l_zzl_i‘xia] =
7 E 1 .

39
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hmﬁm Zm zd }

J#1 J#

- Do+ D -

J#

¥ v O s
cuando j =7, 5% = 0, luego podemos escribir

d:‘] -
> i3 = S

J#i

como hemos supuesto X centrada tendremos tambien que

2 Tjo =0
g

luego

(*) :% 0+Z Tia ge. Z Tia | = (**)

k

y finalmente, tomando k£ = j en el dltimo sumatorio tendremos

;.
(+x) = : Z di] (% = By

©.Q.D:

Por tanto el procedimiento iterativo se puede escribir en virtud de la pro-
posicion anterior como

1+1)
Z o
Hemos probado en la proposicién anterior que

8

Zcz] ‘ja — Z di] (lla J"ja)
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Como hemos supuesto X centrada, tenemos que
> Tja=0
¥

luego podemos escribir

85

%Z (xia_*'( d:;?)( ] _xia))

y el procedimiento iterativo puede ponerse como

1 d;;
A = I [0+ (1- 32 -] =

e
7

0 1 i\ 0 (t)
‘Tia__z I~ d* (i 'Tja)

{0
J

Asi pues, el procedimiento iterativo para la obtencién de la configuracién
minimizando el STRESS quedara de la forma

ot (- ) -]

t
L) _ 0 L[as}()

za — “ia al,
ta

o bien
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2.3.4 Problemas que plantea el método del Gradiente.

Veremos en este apartado del método del gradiente, asi como los problemas
que acarrea su empleo.

Este método de minimizacién de una funcién en base a sus pardametros,
moviéndolos en la direccién de la pendiente adecuada, plantea el problema de
no garantizar que el minimo obtenido sea el minimo absoluto. No obstante, la
mayoria de los procedimientos resuelven el problema de la convergencia hacia el
valor deseado de forma satisfactoria. Normalmente, éstos ofrecen un historial
de las iteraciones que muestra como el STRESS o cualquier otro criterio de
convergencia utilizado, mejora en las iteraciones. Suele observarse que en las
primeras iteraciones, el criterio mejora considerablemente y después tiende a
estabilizarse en torno a un valor limite. Normalmente, las primeras tres o
cuatro iteraciones consiguen casi todo el movimiento de los puntos. Después,
la mayor parte de las restantes iteraciones mueven los puntos lentamente en
torno al minimo (local). En caso de que no sucedan las cosas de esa forma,
resultard que la configuracién inicial tomada no es buena, por lo que debe
efectuarse un analisis utilizando otra.

Hay que resaltar que ninguno de los algoritmos existentes en MDS garan-
tiza que la solucién Sptima final obtenida sea globalmente la mejor. Lo que
si se garantiza, es que si es la mejor a nivel local. La razén de esto es clara
y puede comprenderse facilmente sin mas que observar el movimiento de los
puntos de la configuracién X de una iteracién a otra. El STRESS se busca
minimizando las traslaciones para cada uno de los n x m ejes. La resultante
de esas traslaciones de base es lo que se denomina gradiente. El gradiente
ofrece la direccién de movimiento de los puntos en la que el STRESS decrece
de forma més réapida. Puesto que movemos los puntos en esa direccion, el mé-
todo de optimizacién tambien es conocido como método del paso descendente.
La longitud del vector gradiente queda determinada por el tamano de paso
determinado. Asi pues, podemos pensar en el gradiente como un vector de
X® g X1 No obstante, como el gradiente se obtiene mediante diferencia-
cién, se estudia el cambio del STRESS en un entorno infinitesimal de X Asi
pues, el proceso puede resumirse diciendo que se comienza en un punto dado;
partiendo de ahi, se busca la direccién a seguir en un entorno muy reducido de
dicho punto y una vez determinada, se llega hasta la nueva posicién de dicho
punto y asi sucesivamente. Puesto que la visién que se posee en todo instante
es local (en un entorno muy reducido del punto en el que nos encontremos),
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sélo podemos afirmar que en cada momento se localice el camino mas indi-
cado dentro de ese entorno, pero no se asegura que en ese proceso lleguemos
al mejor punto a nivel global.

Parece evidente que cuando se comienza el proceso de bisqueda es de
crucial importancia partir del lugar adecuado para conseguir el minimo final.
Asi pues, la eleccién de una configuracién inicial X de forma aleatoria no es la
mejor forma de llegar a obtener la solucién del minimo STRESS, mediante el
método del gradiente. Por ello, la mayorfa de los métodos modernos de MDS
utilizan algin método, tal y como antes deciamos, para obtener de forma
racional dicha configuracion inicial.

2.4 Diferencias idividuales en MDS.

A lo largo del desarrollo del MDS se han utilizado diferentes ajustes a modelos
lineales. En este apartado vamos, sin embargo, a destacar unas técnicas que
resaltan por el hecho de demostrar la importancia de permitir variaciones a
nivel individual en la métrica euclidea. Estos desarrollos se deben fundamen-
talmente a los trabajos realizados por Takane, Young, De Leeuw, Carroll y
Chang. Para ilustrar dicha variante en los métodos MDS vamos a exponer
brevemente dos técnicas que pueden resumir las dos vertientes mas importan-
tes que existen en MDS tratado desde el punto de vista clasico del analisis de
datos, sin la incorporacién de la inferencia estadistica. Estas técnicas son cono-
cidas como ALSCAL e INDSCAL. La razén de exponerlas aqui tiene diversos
fundamentos. Por un lado, puede decirse que ambas constituyen dos bloques
en cuanto a la forma de desarrollar el MDS desde un punto de vista tedrico.
Por otro lado, puede considerase que ambas separadamente constituyen los ex-
ponentes maximos del MDS no métrico y del MDS métrico, respectivamente.
Cualquier otro método constituird una variante de una u otra técnica.

La inovacién que ambos métodos ofrecieron en el desarrollo del MDS se
debe a la representacién de las diferencias individuales mediante el modelo
euclideo ponderado. Este modelo se basa en la idea de realizar una tnica
representacién en un espacio euclideo en la que las diferencias entre los indivi-
duos se pongan de manifiesto mediante la asignacién de diferentes pesos a las
dimensiones del espacio. Ademas, el hecho de que las dimensiones del espacio
no puedan rotarse constituye uno de los principales atractivos de este método.

Aunque en los apartados anteriores se consideraban en algunos casos pon-
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deraciones, merece la pena describir ambas técnicas por la riqueza de ideas
nuevas que aportan en sus desarrollos, ademds de que sin ellas quedaria in-
completa la visién general del desarrollo del MDS clédsico que se pretende dar
en este capitulo.

- El método ALSCAL es un método que ha sido desarrollado en diferentes
etapas por Takane, Young y De Leew. Es uno de los modelos de ajuste del
modelo euclideo ponderado a los datos, mas general en cuanto al tipo de datos
a ser tratados. Este procedimiento es apropiado para datos con posibles obser-
vaciones faltantes. Ademas pueden tratarse datos de tipo nominal, ordinal, de
intervalo o de razén o proporcién, con o sin simetria y con o sin replicaciones.
Ademis este modelo incluye al modelo euclideo no ponderado.

Para hacer un poco de historia, diremos que el modelo euclideo ponderado
y sus procedimientos de ajuste fueron propuestos por varios autores: Horan,
Bloxom, Carroll y Chang. El mas importante de todos fue el propuesto por
Carroll y Chang denominado CANDECOMP en su primera etapa e INDSCAL
en la segunda.

Brevemente podemos decir que INDSCAL es una generalizacién n-dimen-
sional del trabajo en torno a la descomposicion canénica a dos vias desarro-
llado por Eckart y Young en 1936. Este procedimiento se realiza después de
una transformacién inicial de las disimilaridades observadas en momentos pro-
ducto, mediante un procedimiento alternante de obtencién de los estimadores
minimo—cuadréticos de las ponderaciones de los individuos W (para estima-
ciones fijas de X) obteniendo posteriormente estimadores minimo cuadraticos
de X (supuesta W fija). Este procedimiento posee dos aspectos que son rele-
vantes. El criterio de ajuste de CANDECOMP se define en términos de los
momentos producto calculados a partir de los datos brutos pero no en los tér-
minos de éstos. Asi, INDSCAL no optimiza el ajuste entre el modelo euclideo
y los datos en el sentido estricto, sino que ajusta un vector producto y una
transformacién de los datos. En segundo lugar, debido a la forma de convertir
disimilaridades en productos escalares, el procedimiento es métrico.

Todos los procedimientos anteriores, requieren de algunas hipotesis sobre
los datos. Principalmente necesitan que los datos sean simétricos, que no
tengan observaciones faltantes, que no tengan réplicas y que al menos sean
definidos en el tipo intervalo. El primer procedimiento no métrico de Carroll y
Chang se denominé NINDSCAL. Este consiste en dos fases siendo la primera la
correspondiente a CANDECOMP y la segunda la incorporacién de la regresion
monétona de Kruskal sobre la que después comentaremos diversos aspectos,
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sobre todo a la hora de la interpretacién de un analisis con MDS. Ambas fases
son utilizadas interactivamente. Mientras que la primera fase minimiza un
criterio de ajuste denominado STRAIN (sobre el cual no nos detendremos aqui
por no constituir un aspecto importante en nuestras pretensiones), la segunda
minimiza el STRESS de Kruskal. Aunque el procedimiento lleva implicitas
dos funciones diferentes, NINDSCAL no asegura la convergencia en un punto
estable y a veces oscila o diverge después de algunas iteraciones.

Por esas razones, Carroll y Chang propusieron posteriormente otro proce-
dimiento no métrico para minimizar el STRAIN, mejorando CANDECOMP.
Esta aproximacién que envuelve el STRAIN en todas las fases de cada itera-
cién es el primer procedimiento no métrico de MDS estable para un modelo
euclideo ponderado. No obstante, por llevar implicito el STRAIN, no optimiza
directamente entre el modelo de distancia y los datos brutos, sino que lo hace
entre el producto escalar calculado a través de una funcién monétona adecuada
de los datos y el producto escalar calculado a través de las coordenadas.

Veamos a continuacién el desarrollo del método ALSCAL.

2.4.1 El método ALSCAL.

Partimos de la base de que el método eculideo ponderado utilizado es

m

*«2 2

dijr - Z u}ra(xia - Tja)
a=1

siendo w;, > 0, aunque esta restriccion de no negatividad es opcional. En
cuanto al tipo de datos a ser tratados tenemos los cuatro tipos, nominal y
ordinal como caso no métrico e intervalo y razén o proporcién como caso
métrico. Ademas, se distnguira entre medidas discretas y continuas, asi como
tres tipos de condicionalidad, que seran incondicional, matriz condicional por
filas y matriz condicional. Se notara por

e O a las observaciones al cuadrado
e D a las disparidades al cuadrado

e D* a las distancias al cuadrado

Cada uno de esos simbolos representan una coleccién de matrices. O,
para cada individuo r, con datos O, para el par de estimulos (z,7). D serd la
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coleccién de D, con elementos d%;,. y D* es la coleccién de las D} con elementos

2

%
dijr'
Con esas definiciones podemos representar formalmente el problema del

MDS como un problema de transformacion. Se trata de obtener

t:0— D

de forma que

1Oy ) = dize

donde ¢ serd una funcién que dependera del tipo de los datos, del proceso y
de la condicionalidad.

Para entender los diferentes niveles, procesos y restricciones de condiciona-
lidad debe introducirse un concepto que es crucial para el desarrollo posterior.
En este desarrollo se entenderan todos los datos como categdricos, o sea, se
entenderd una variable de observacién como formada por observaciones que
pertenecen a una variedad de categorias de forma que todas las observaciones
de una determinada categoria son empiricamente equivalentes. Esto es asi ya
que en el desarrollo de este método se supone que el punto de vista categérico
de los datos ofrece una mayor precisién y veracidad en cuanto a la informacién
que éstos suministran.

Tal y como después veremos, los tres tipos de restricciones de las medidas
se refieren a tres aspectos de la observacion categérica. Las restricciones del
proceso se refieren a las relaciones entre las observaciones dentro de una misma
categorfa; las restricciones de nivel se refieren a las relaciones entre todas
las observaciones entre diferentes categorias y por dltimo, las restricciones de
condicionalidad se refieren a la posibilidad de formar categorias. Los pasos a
seguir son, en primer lugar, la fijacién de las restricciones del proceso, después
las de nivel y finalmente las condicionales.

Existen dos tipos de restricciones del proceso: una cuando se supone que
la generacién del proceso es discreta y otra cuando se supone continua. Asi, si
se supone el proceso discreto deberemos representar todas las observaciones de
una categoria con el mismo nimero después de que se haya realizado la trans-
formacion ¢. Si por el contrario se supone continuo, cada observacion dentro de
una categoria determinada podria representarse como un nimero seleccionado
dentro de un intervalo cerrado de R. Formalmente podemos escribir
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td : (Oijr £ Omno) = (dijr = dmno)

donde 1% indica transformacién discreta y ~ equivalente

1°z (Oijr o Omno) = (di—jr = d;lno S dijr S dz+_7r = d:lno)

y ademads

tc : (Oijr s Omno) =5 (d;;r = d;zno S dmno S dj;r = d:tno)

donde ¢¢ indica transformacion continua, (d;;,) es la cota inferior del intervalo
y (d.) es la cota superior.

En cuanto a esas relaciones, hay que destacar que una de las implicaciones
de la equivalencia empirica (categérica) es que las cotas superiores e inferiores
de todas las observaciones de una categoria particular son las mismas para
todas las observaciones. También hay que resaltar que, para todas las obser-
vaciones de una categorfa particular, las correspondientes observaciones de las
nuevas escalas deben estar en el mismo intervalo pero no ser iguales.

Volvamos ahora al segundo conjunto de restricciones sobre las transfor-
maciones de medida t; las restricciones de nivel. Con estas restricciones se
determina la naturaleza de la transformacion ¢ de forma que se corresponda
con el nivel de medida supuesto de las variables de observacion. Existen mu-

chas restricciones interesantes pero nosotros nos centraremos en tres.

1. Para las variables nominales, no se introduce ninguna restriccion ya que
quedan determinadas con las restricciones del proceso.

2. Para las variables ordinales, se requiere ademas de las restricciones del
proceso, que los nimeros reales asignados a las observaciones en las di-
ferentes categorias representen el orden de las observaciones empiricas o
sea

£ (Oijr < Omno) = (dijr S dmno)

donde por t° representamos las restricciones de orden.

3. Para las variables cuantitativas (intervalo o proporcion) se necesita que
los nimeros reales asignados a las observaciones, esten relacionados li-
nealmente con las observaciones o sea
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) P
it dijr = Z 6q0q

ur
g=0,1

donde el sumatorio empezard en 0 para las de intervalo y en 1 para las
de proporcion.

Hay que resaltar que se piensa en observaciones categéricas incluso si el
nivel de medida es cuantitativo a pesar de que esto no resulte muy ilustrativo
cuando cada categoria tenga una tnica observacion. Asi, la distincion entre
discreta-continua es puramente formal.

Finalmente, vamos a detenernos en el dltimo tipo de restricciones de me-
dida, aquellas que se refieren a la condicionalidad de las observaciones. A
veces, es posible que las caracteristicas de las medidas de las observaciones
sean condicionales en algunos aspectos de forma que no puedan compararse
unas observaciones con otras. Esto suele ocurrir cuando en los juicios emitidos
por diferentes sujetos resulte erréneo hacer comparaciones entre sujetos dife-
rentes, debido a que las opiniones son condicionales a cada sujeto, segun la
naturaleza del experimento. Asi pues, a esas observaciones suele referirse como
matrices de condicionabilidad de forma que tiene sentido comparar dentro de
una matriz pero no entre matrices. Es posible tambien tener observaciones
condicionadas por filas asi como incondicionales.

Formalmente diremos que el dominio de la transformacion de medida ¢
depende del tipo de condicionalidad. Para datos incondicionales, el dominio lo
constituye el conjunto completo de observaciones y la transformacién se notara
por t. Para datos matriz-condicionales el dominio es una tinica matriz de datos
y la transformacién se notara por t;. Por ultimo, para los fila-condicional el
dominio es una fila de una matriz y se notara la transformacién por ¢;;.

El SSTRESS

Para estudiar la bondad del ajuste, se define un criterio que entra dentro del
entorno del STRESS. Asi pues, se define un criterio de minimos cuadrados
sobre las distancias al cuadrado y que se notara por

R n i-1

(X, W, D) =3 S (d5, — d%,)?

r=114=1 j=1
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Puesto que el criterio estd dado en el entorno del STRESS pero con la
dife1 encia de que en este caso estd definido respecto a las distancias al cuadrado
d;‘J,. y a las distancias estimadas al cuadrado d3;,., nos referiremos a él como
SSTRESS (Notese que dm es el estimador minimo cuadratico de d”,. y no el
cuadrado del estimador minimo cuadratico de d;,).

Aunque el STRESS y el SSTRESS no son estrictamente equivalentes, la

restriccién mondtona

to(Oizjr) d?yr

definida en base a O}, y a d};, si que es equivalente a la misma restriccion
definida en base a O;j, y a d;j,. Esa equivalencia se mantiene claramente para
los niveles de medida nominal y proporcional, aunque no ocurre lo mismo
con el tipo intervalo ya que una relacién lineal entre O;j, y d;j, implica una
relacién no lineal entre O, y dwr No obstante, esa dificultad sera resuelta
como después se vera. Asi pues, puede decirse que para los cuatro tipos de
medidas resultan equivalentes las restricciones

t(Oijr) = dz]r ~ t(Ozjr) dz2_7r

Con lo expuesto no quiere decirse que SSTRESS y STRESS sean equiva-
lentes. Una de las diferencias fundamentales entre ambos estriba en que para
grandes valores de d;;, y dfj, se obtiene un mayor énfasis con SSTRESS que
con STRESS. Asi pues, si consideramos

£
di]r = dz]r + eijr

tendremos que con STRESS se obtiene una discrepancia total entre d;;. y dj;,

de €% mientras que con el SSTRESS se obtiene

z]r

{dfjr dfﬂ] [d:‘; - (d:}r + eijr)2] : = el [eijr + Qd?jr]r‘)

luego en este caso influye la magnitud y el signo de e;j, y la magnitud de d;;,.

Aunque tanto STRESS como SSTRESS son perfectamente compatibles con
las restricciones mencionadas anteriormente, para el desarrollo de ALSCAL es
preferible el empleo del SSTRESS por razones de calculo. Tal y como se men-
cionaba anteriormente, los pesos de las diferencias individuales W son lineales
con respecto a las distancias al cuadrado pero no con respecto a las propias



50 Inferencia en MDS y su tratamiento computacional.

distancias simples. Esto simplifica en gran medida el procedimiento de es-
timacién ya que el estimador minimo cuadratico de W se obtiene mediante
operaciones matriciales elementales cuando se utiliza el SSTRESS como crite-
rio de optimizacion.

El Algoritmo ALSCAL.

El algoritmo ALSCAL lleva implicitas dos fases mayores y dos fases meno-
res. La primera fase mayor contiene la estimacién minimo cuadrética de las
observaciones D, bajo la hipétesis de que la configuracién X y los pesos W
son constantes. Esto equivale a resolver el problema de minimos cuadrados
condicional que minimiza el SSTRESS bajo la hipétesis de que X y ¥ no son
variables, lo que se puede escribir de la forma

Minp [@%(D/X, W)

La segunda fase mayor posee dos subfases separadas de minimizacion; la
primera, resuelve el problema

Miny [@?(W/X, D)

y la segunda

Miny [®2(X/W, D)

Las dos fases menores son la de inicializacién y la de terminacion. Veamos
detalladamente el proceso.

0.- Fase de Inicializacién. Esta fase consiste en el cdlculo de los valores
iniciales de X y W directamente a partir de O mediante una modificacion
de la solucién algebraica de Schoneman.

1.- Fase de Representacion Optima.

(a) Calculamos D mediante el uso de X' y .

(b) Se obtienen las disparidades D de la representacién éptima en el
sentido de los minimos cuadrados de D*, las observaciones O y las
restricciones de medidas necesarias.

(c) Se normaliza apropiadamente.
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2.- Fase de Terminacién. Se determina si la razén de la mejora del SS-
TRESS es suficientemente baja para terminar. Si es asi, se obtienen los
resultados y se finaliza. Si no, se continta en el siguiente paso.

3.- Fase de estimacién del modelo.

(a) Se calculan los estimadores minimo cuadréaticos de W a partir de
la anterior configuracién X y de la nueva matriz D proveniente del
paso 1.c mediante regresion.

(b) Se impone la restriccion de no negatividad sobre W si fuese nece-
sario, mediante las técnicas que se desarrollaran a tal efecto.

(c) Se calcula el nuevo estimador minimo cuadrético de la configuracién
X a partir de los nuevos pesos calculados en los dos pasos anteriores
y a partir de la matriz D calculada en el paso 1.c mediante Newton-
Raphson.

(d) Se vuelve al paso 1.a.

Antes de comenzar a describir cada una de las fases, debemos hacer un
comentario en el sentido de que en los desarrollos posteriores nos centraremos
en el modelo euclideo ponderado aplicado a datos simétricos sin observacio-
nes faltantes. Esto se hace para simplificar el desarrollo. Un modelo euclideo
no ponderado se ajusta a partir de éste, sin mds que saltar la fase de esti-
macién de W, lo cual es equivalente a tomar los pesos igual a 1. Los datos
asimétricos pueden manejarse cambiando los indices y ordenes de las matrices.
Los datos faltantes se tratan eliminandolos del criterio de optimizacién y con
estimaciones de éstos a través del modelo obtenido.

0.- FASE DE INICIACION.

Supongamos que hay R matrices de productos escalares P, una para
cada sujeto r, de érdenes n (n=ndmero de estimulos) de forma que

P. = XWX

donde W, es una matriz diagonal de pesos asociada al sujeto r y W es
la matriz rectangular de los pesos de todos los sujetos.
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La forma de obtener la matriz P, nos la proporciona de forma aproximada
el desarrollo

Pijr = <0z27 B 02_77" - O2r - O?]r)

(3

DO =

donde

Ademas debemos tener en cuenta los siguientes casos anémalos:
(a) Si los datos son asimétricos, promediamos cada 0%, y Of—ir dentro
de cada matriz r antes del doble centrado.

(b) Si los datos contienen elementos faltantes, cada elemento es esti-
mado como la media de los juicios del sujeto.

(c) La condicionalidad de los datos es ignorada.

El problema consiste en obtener X y W, a partir de las P, bajo la
hipétesis de que X es una matriz por columnas de rango completo y los
elementos diagonales de TV, son estrictamente positivos para al menos
un sujeto.

Tal y como se ha planteado, el problema resulta muy general en el sentido
de que no se ha impuesto ninguna restriccién sobre las W,. Por ello,
de no decir nada al respecto, podriamos encontrarnos con que si 1" es
una matriz no singular, diagonal, de orden m (siendo m el nimero de
dimensiones) entonces

P = X7 W TX
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con lo que la definicién de W serfa demasiado imprecisa. Asi pues, si
consideramos la expresién P, = XW, X" y promediamos segtin el nimero
de individuos tendremos

R

p=1 > P=X liw Xt
_ﬁ T Rr:lyr

r=1

Llamando

1 R
D==)> W,
2
y si se toma D = I el problema se reduce a encontrar X de forma que

P = _(Yx -

donde P, tal y como indicdbamos antes, sera el promedio de las P,.

Una vez llegados a ese punto, la solucién de la ecuacién anterior queda
determinada bien por Cholesky o bien por la descomposicién espectral
de P. Asi pues, se tiene que X queda determinada salvo una rotacion
que notaremos por su matriz ortogonal K.

A=Yl
Si despejamos W, de la primera ecuacién se tiene que
(X'X)'X'PX(X'X) =W,

Ademis, se sabe que W, podria ser diagonal. De esa forma, podemos
seleccionar la matriz de rotacién I de forma que

I/Vy' = I{i(Yt)"')_l),’tPry(Y—t}r)—lI(

sea diagonal para cada i.
(Nota: Kkt =K'K =1y K~' = K").
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Sea

C.= (YY) 'WEY (¥

Estamos ante el caso en que cualquier combinacién lineal de R matrices
C, (con raices diferentes) se usan para encontrar una rotacion K. Su-
pongamos que dicha combinacion lineal es posible y la notamos por e.
Entonces, se calcula el conjunto de vectores propios de

Ce = Z 62'02‘
para encontrar I\’ y calcular las W, de la expresion

K'C. K =W,

Asi se obtiene la configuracién Xy los pesos W. Resulta evidente, dadas
la hipétesis anteriores, que la solucion es tnica (salvo permutaciones de
las dimensiones). Hay que resaltar que la hipdtesis de que existe una
combinacién lineal e es esencialmente equivalente a la hipdtesis de que
los pesos, al menos para un individuo r, son diferentes.

Tal y como hemos podido comprobar, en el desarrollo anterior necesita-
mos determinar P y e. Al primer problema se le ha dado solucién. Una
vez obtenida P se descompone de la forma

P=YY'

para obtener Y que serd la configuracién arbitraria que mejor reproduce
el promedio de los productos escalares. En cuanto al segundo problema
de definir la mejor orientacién de la configuraciéon y los pesos asocia-
dos, se resuelve obteniendo una matriz de rotacion K que diagonalice
simultédneamente las matrices C, tanto como sea posible lo cual se re-
aliza mediante el procedimiento descrito en el trabajo de Young, Takane
y Lewyckyj (1978).
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1- FASE DE REPRESENTACION OPTIMA.

En esta fase se tratara de obtener una representacién de los datos brutos
6ptima en el sentido de maximizar la correlacion entre las observaciones
y el modelo, respetando las caracteristicas de las medidas de las observa-
ciones. En esta fase se supondréa que X y W son constantes y se buscara
D de forma que resuelva

(a)

(b)

Minp [@*(D/X, V)]

Cialculo de las distancias. El primer paso consiste en calcular
las D7 a partir de las actuales W y X.

Representacién éptima. Se trata de transformar la representa-
cién éptima actual. Para ello, definimos una transformacion lineal
de las distancias, de forma que dicha transformacién que notaremos
por [ minimiza el SSTRESS en el sentido de los minimos cuadrados
para valores fijos de W y de X. Asi pondremos

2

dz2]r = l(d:ﬂ‘)

Puesto que estamos haciendo regresion minimo cuadratica de dm
sobre O, bajo las restricciones de medida mencionadas anterior-
mente, podemos representarlo tal y como se describe en el trabajo
de Young, de Leew y Takane (1976) como un operador proyeccién
cuya matriz sera

E=2(2'2)"7

donde Z serd en general la matriz de los vectores que definen el
espacm en el que se encuentra el vector de (11 2 sobre el que se hace
regresion.

Para la transformacién de razén o proporcion, Z se toma como O.
Para la transformacién de intervalo, Z se reduce al caso anterior
después de haber estimado la correspondiente constante aditiva. En
ambos casos, se obtiene el estimador minimo cuadratico a través de
las reglas cldsicas de regresion.
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En los casos ordinal y nominal, Z se define como una matriz de va-
riables falsas que tinicamente indican la necesidad de satisfacer las
restricciones de medida. Para la transformacion continua-ordinal
los elementos relacionados conllevan violaciones del orden y para
la transformacién discreta—ordinal los elementos relacionados con-
llevan observaciones que son categéricamente equivalentes. Para
el caso discreto-nominal, Z indica que las distancias que corres-
ponden a observaciones categéricamente equivalentes van a ser li-
gadas. Obviamente, los estimadores minimo cuadraticos en este
caso sélo se forman con medias simples. Por tultimo, para el caso
continuo-nominal, Z indica las distancias que caen fuera del inter-
valo deseado. Aqui, los estimadores minimo—cuadraticos seran los
extremos de los intervalos para las distancias que caen fuera y las
propias distancias para las que caen dentro.

Hay que resaltar que para algunas transformaciones, Z es conocida
antes de que el andlisis sea efectuado y en otros casos no. Espe-
cialmente, para las transformaciones discretas, excepto la discreta—
ordinal, Z se conoce a priori y para las restantes Z sélo se conoce
después de efectuado el andlisis. Ademds, en esos casos Z varia de
una iteracion a otra, dependiendo de la naturaleza de las distancias.
Para el estudio del método en cuestion, lo realmente interesante,
es que se puede mostrar el proceso de la representacion optima
como un operador proyeccion tal y como antes afirmabamos. Esto
quiere decir que si definimos un vector columna d* que contiene los
Rn(n — 1)/2 elementos (l’{;r y otro vector columna d que contiene
los correspondientes d?j,, entonces,

d= Ed"

Otro dato importante a destacar es el hecho de que esa ecuacion
viene dada en términos de datos incondicionales pero puede exten-
derse facilmente a los datos condicionales. Para las matrices de da-
tos condicionales, se define Z, para cada individuo separadamente
y después se construye la matriz Z por bloques y diagonal. Para
matrices de datos condicionadas por filas, se define Z;, para cada
fila de cada matriz individual y se construye la matriz diagonal por
bloques Z con las Z;,.
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La importancia fundamental de poder utilizar la ecuacion anterior,
es que ahora puede expresarse facilmente el SSTRESS en forma
matricial y de forma completa en términos de distancias. Por tanto,
si definimos E = I — E entonces podermos escribir el SSTRESS de

la forma

(X, W, D) = d*' Ed*
y el SSTRESS normalizado de la forma

dEd*
Finalmente, vamos a hacer hincapié en el procedimiento para la
estimacién de la constante aditiva cuando los datos se definen en el
nivel de medida de intervalo. En ese caso, para a y b desconocidos
se tiene que

®*(X,W,D) = = d* E(d" d*) " Ed*

dijr = a(Oijr,) o+ b
e = a*(04jr )" + 2ab(0y,) + b

Redefiniendo el problema de la forma

dijr = a+ B(0s5.) + 7(0i,)

se tratara ahora de encontrar a, 3y v bajo la restriccion de que

B = 4oy

Consideremos ahora las siguientes definiciones.

e Definimos el vector de parametros x* = («, 3,7).

e Definimos una matriz R[n(n — 1)/2] x 3 que notaremos por O
(aunque es distinta de la O anterior), formada por polinomios
de segundo grado de observaciones (uno en la primera columna,
las observaciones en la segunda columna y las observaciones al
cuadrado en la tercera columna).

o Definimos un vector columna d* que contiene los
2 .
R[n(n —1)/2] d};, en el mismo orden que los O;;, de O.
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Con esos elementos puede escribirse el SSTRESS de la forma

®*(\, A | 0,d") = (d" = 0,)'(d" = Oy) + A(B” — 4a7)

el cual minimizaremos resolviendo para yx y A (multiplicador La-
grangiano).

El estimador minimo cuadratico para los parametros restringidos
es

% = (0'0)™10%d" + Aq

Para resolver el multiplicador Lagrangiano, se define

(0'0)'g=q
donde

qt = [‘h, g2, (13]

de forma que

gl = [_277ﬂa —201]

son las derivadas de la ecuacién de restriccion

B? = day

Habra pues que resolver

(B+2a) =4(a+ra) (5 + Ags)

De ahi, se elegird la mejor de las dos soluciones (la que minimiza
el SSTRESS) evaluando el conjunto de elementos de X asociado a
cada solucion.

Normalizacién.

El tercer paso consiste en normalizar la solucion. Hay que hacer
aqui dos consideraciones separadas, referentes a la normalizacion de
los parametros (configuracion, pesos y valores de la representacion
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éptima) y a la normalizacién de la funcién de pérdida, la cual se
hace en cada iteracién, mientras que para los parametros, solo es
necesaria al final.

En cuanto a la normalizacién de los pardmetros hay que decir que se
normaliza la configuracién de forma que la proyecciéon media para
cada dimensién vale cero y la varianza sobre la proyeccién de cada
dimensién vale uno. Ademés se normalizardn los datos optimizados
y no los originales como sucede en la mayorfa de los métodos. El que
sea asi, se debe a problemas en el caso de tener matrices codicionales
por filas.

Otro aspecto en lo referente a la normalizacién de los parametros
es normalizar la matriz de pseudoproductos escalares de forma que
la suma de los cuadrados valga una constante.

Para normalizar la funcién de pérdida, se procede respecto a los
datos optimizados D. Asi pues, tendremos

i. Para datos incondicionales, calculamos la normalizacion del

STRESS de la forma

R n -1
2030 Yoy — d,)’
(I)2 __ r=li=1j=1
- R n -1 .
222 4y
r=l=l j=1

ii. Para datos condicionales, se normaliza el SSTRESS para cada
matriz y se obtiene su promedio

n i—1

1 Z * E :1(d22]r - d:;1)2
= ]:
(1)2 = Z n 1—1

= 22

t=17=1

=v]

iii. Finalmente para datos condicionales por fila, se calcula el 55-
TRESS normalizado para cada fila y después se obtiene el pro-
medio.
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i—1
Z(dz]r ([:(JT')

g o

En

>
=1 Z dz]r

i

92.- FASE DE TERMINACION.

En esta fase tinicamente se determina el valor del SSTRESS y se com-
para con el valor anterior. Si la diferencia es menor que una cantidad
determinada se termina, si no se prosigue.

3.- FASE DE ESTIMACION DEL MODELO.

En esta fase se resuelven sucesivamente dos problemas de minimos cua-
drados condicionales. La primera subfase resuelve el problema

Ming [®2(W/X, D)

y la segunda subfase resuelve

Miny [®%(X/W, D)].

(a) Célculo de los pesos.

Para la estimacién de W se obtienen las derivadas parciales del
SSTRESS, ®*(X, W, D) respecto a los elementos de W y se igualan
a cero. Resolviendo el sistema en W se obtiene el resultado. Para
simplificar la derivacién se define una matriz Y de orden dado por
[n(n —1)/2] x M, cuyas columnas estan formadas por la proyeccion
en dimensién a de la distancia no ponderada entre los estimulos
(,7), o sea donde

Yija = ( Tig — ‘Tja)2

Se define igualmente la matriz D de orden R xn(n—1)/2 cuyas filas
contienen las n(n —1)/2 observaciones éptimas para cada individuo
almacenando dichos datos en la misma situacién que los de Y.
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Proposicién 2.4.6 El estimador minimo cuadrdtico de la matriz
de ponderaciones W viene determinado por la expresion

W = DY (Y'Y)™

DEMOSTRACION.

Tenemos que

~ _J*
z]r dz]r Z WraYija

o matricialmente

D*=D=WY*

Podemos poner

WY'= D"
WYY (YY) = DY (YY)
W = DY (Y'Y)™!

Como D = D* podemos decir que el estimador minimo cuadratico
de W es

W = DY(Y'Y)™!

C.Q.D,

Existe una dificultad en la utilizacién de la regresion para la obten-
cién de W ya que la condicién de no negatividad de los pesos puede
ser violada. Veamos a continuacién como se resuelve el problema.

En primer lugar, se observa que el proceso de estimacion presen-
tado anteriormente es independiente para cada individuo, o sea, los
valores estimados para los pesos de un individuo no afectan a los
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de otro. Esto proviene del hecho de que el SSTRESS, el cual puede
escribirse con la notacion anterior como

®*(Y, W, D) = tr (D - WY’)t (D-wy?)

puede descomponerse como la suma de elementos, cada uno de los
cuales es una funcién de un tnico sujeto. Puesto que los pesos para
un sujeto son independientes de los de otro, podemos imponer una
restriccién de no negatividad sobre los sujetos con pesos negativos
sin tener que modificar los pesos de los demas. No obstante, hay que
destacar que los pesos para un sujeto dado, no son independientes
entre si por lo que no puede asignarseles simplemente a los pesos
negativos el valor cero para que se satisfaga la restriccion, ya que
de lo contrario, se destruiria la propiedad de minimos cuadrados de
los pesos estimados.

Para solucionar el problema, en primer lugar se obtienen los esti-
madores minimo cuadraticos de W sin restriccion, a través de la
proposicién anterior, los cuales seran los estimadores minimo cua-
draticos para los sujetos con pesos no negativos. Para aquellos su-
jetos que tengan pesos negativos, se procede de la siguiente forma:
se elije uno de los pesos negativos del sujeto y se iguala a cero, que
sera el estimador minimo cuadratico de dicho peso bajo la restric-
cién de no negatividad, suponiendo constantes los demas pesos. El
estimador minimo cuadratico para un tnico peso del sujeto r serd

t
dr = WYy | Ya

b#a

(¥4Ya)
donde y, es la a-ésima columna de Y, la cual contiene los cuadrados
de las distancias entre los puntos, como proyecciones en la a-ésima
dimensién. Si este estimador minimo cuadratico no restringido re-
sulta negativo, se toma como valor cero. El proceso se repite hasta
que todos los pesos del sujeto sean no negativos.

Wy =

Calculo de las coordenadas.

La segunda subfase de la fase de estimacién del modelo consiste en la
determinacioén de las coordenadas de los estimulos X. Esta subfase
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es mas complicada ya que las derivadas parciales del SSTRESS con
respecto a los elementos de X no son lineales en z;, por lo que las
derivadas constituyen un sistema de ecuaciones cubicas. Veamos
detalladamente el proceso de estimacion de las coordenadas.

La estimacién se realiza considerando los valores anteriormente cal-
culados de D y W. Las coordenadas se determinan de una en una,

minimizando el SSTRESS. Veamoslo.

Teorema 2.4.7 En la situacion anterior, la ecuacion que deter-
mina la estimacion para cada coordenada x|, viene dada por

1 R
4wl e, =0
CraWyeUler =
r=1

=]

donde
1

n t—1

2.2 dis

=1 j=1

C, =

n
_ 3 2 2 2 2
Uler = Z [xle - 3:Lle$je + leexje - bljre‘Tle + bljrewje]
i=1

M
dz2]r - Z wra(wia - xja)z
2 aFe

aijre —

w?,
2 a2 2
bljre = Qljre — Tje

DEMOSTRACION.

Consideremos
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Como Z Z dur es constante respecto a z., si llamamos
1=1j5=1

podemos poner

R n ot 5 1 R
q)2 = E Zcr Z . (d:‘]r - d?]r)2 = E Zlcrd)r

donde ¢, sera la cantidad

n t—1

Z Z 1]" 2]7')2

1=1 j=1

Asi pues, se ha descompuesto ®* en sumas separadas de las canti-
dades ¢,, cada una de las cuales puede optimizarse con respecto a
te- Como

M
*2 2
dijr - Z wra(xia - xja)
a=x=1
se tiene que

M 2

=[S e - )~ | =

i=1 j=1 La=1

n i-1[ M

ZZ Zwra(l‘ia—~ o)+ wpe(zie — TjE)? — er —

=1 3=1 _a.;ée

12

n i—1
Z Z z]r Z wra Tig — xja)z - wre(mie - xje)z =
1=1.7=1 a#e
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M s
2 2
g dz]r - Z wra(a’m w]a)
2 aFe 2
wrez wz (:rze - 'T]e)
=1 g=i re
Sea
M
2 2
dz]r Z wra(Tza T]a)
az - a#e
ijre 'wr?e
por lo que
n 1—1 9
a2 2 21"
d)r = Wye Z [aijre (:Eze - l'Je) ] -
=1 j=1
n 1—1 2
2 2 2 2
Wre Z Z (aijre — Tt Qxieg:je - ‘Tje)
=1 9=1

Se trata de minimizar el SSTRESS respecto a ;.. Puesto que

02 1 & 0
on ~ BTt

=1

bastara con calcular la derivada de ¢, respecto a z;, con lo que

a a n i1—1 9
_ 3 2 2 2 . _
a_x'-¢r - aTwreZ Z (a'ijre — Tje — Tie + 2:Liel‘je) = (*)
le le i=1 j=1
Llamando
_ 2 2 2
Yifre = Gijee — e — Bie + 2Hip B0
tendremos
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n 1—1

* 2 -
( ) ax 2711re

le i=1.7=1

- 1

Z 71]7‘5 + u’rsa Z 7z]re

11—
=1 g=1

de
le

rea lelz Z72]re+urea Z 72]7‘6 -

'l+lJl le i=i+1

Tenemos que

2 =
7ij7‘6 = aijre - ‘T :rze == 2Tze je

luego

o SiiAlyj#l,
0

ML e
01,16’72]“3 0
% Gi=lyidi,
0
aT:leP)/z?jre = 2(‘Tje - Ile)
v Slislyi=l,
0

M’Yizjre = 2(‘171'6 - xle)

o Sii=lyj=1,

d
2
. Vijre — _-21'18
amle
luego
2271]7‘6 Tje — J'lc + 2 Z %lre xle) =
t=l+1
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-1 n
wfz'e Zﬂlyljr‘e("r'je - 'Tle) + Z 7ilre(mie = 11'15)
=1

i=l+1

Como vyre = 0, podemos escribir el sumatorio para losz > [ en
lugar de los ¢ > [ con lo que tendremos

( — 410 Z 71]r€ Ile) + Z 7i11'€(1.i6 - l‘le)
t=l

Como Yijre = Viire podemos escribir el segundo sumatorio de la
forma

-1 .
4wle | D Mire(Tje — T1e) + > Yrirel®ie — T4)
1=l

i=1

y sustituyendo ¢ por j como indice queda
-1 n
g .
Wre anjre(‘rje - Ils) . i Z’ere(mje - xle) =
j=1 =l

n
4“"36 Z ’njre(l'je - 'Tle) =

n

4u'72‘e Z(a’lzjre - ‘T?e - Ilzl 5 ¥ 2:’:161']'6)(‘7"]'8 - xle)

i=1

Il
P
*
S

si llamamos ahora

2 . 2
bljre = aljre - ‘Tje
sera
n
_ 2 2 2 y —
(*) == 4wre Z(bljre — Iy i 2 le'T'je)(Tje - zle) -
=1
n
i3 2 2
4wre Z[bljrexje - bljremle 1']61’16 + xle g5 z'Tle ]e 21‘16 ]e]
=1
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y agrupando en z;. tendremos
n
2 3 2. 2 2 2
(*) = 4'w,,6 Z [‘Tle = 3.’1716.’1.]'6 + leelfje e bljre:[le + bljreij}
i=1

Asi pues, sustituyendo la expresion anterior en la ecuacién

o0d? 1 b5
B = LG =0

r=1

se tiene lo que queriamos.
C:Q:D:

La ecuacién dada por el teorema, se resuelve mediante procedimien-
tos numéricos. Para ello, se suponen constantes las coordenadas ex-
cepto la x;.. Una vez resuelto para z;., reemplazamos dicho valor en
la iteracion anterior y se procede a estimar la siguiente coordenada.
Asi, hasta estimar las coordenadas del estimulo [. Se continua esti-
mulo a estimulo hasta haber obtenido la matriz de configuracion X.
Una vez finalizado el proceso, se vuelve al principio del algoritmo
de optimizacién y se comienza una nueva iteracion.

2.4.2 El método INDSCAL.

INDSCAL es un método para el tratamiento de datos de disimilaridad con
diferencias individuales, el cual presupone que los datos estan relacionados
estrechamente con las distancias euclideas ponderadas entre los puntos de un
espacio comtn subyacente en el conjunto de los estimulos, a través de funciones
lineales, monétonas o de cualquier otro tipo especifico de funcion. Esta relacion
se puede expresar de la forma ya conocida

-

fr(dl]r) = d:]r

1/2

M
d:]r = Z wra(xia . :L'ja)Z
a=1
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donde d,;, son las disimilaridades entre cada pareja de estimulos (7, ) obser-
vadas por el individuo r, y donde las funciones f, serén consideradas general-
mente lineales para el caso métrico y monétonas para el no métrico, aunque
pueden ser de cualquier tipo deseado por el investigador y previamente espe-
cificado. Hay que destacar no obstante que se consideran diferentes funciones
f. para cada individuo r de forma separada, o sea, que las funciones pueden
ser de diferentes tipos, segin los datos del individuo en cuestion, por lo que
INDSCAL es en este sentido un modelo matricialmente condicional.

Los datos de partida del modelo INDSCAL estdn constituidos por matrices
tridimensionales (estimulos x estimulos x individuos) de disimilaridad, simé-
tricas en los indices referentes a los estimulos. Por otro lado, la salida que
ofrece INDSCAL est4 formada por dos matrices, una que contiene las coorde-
nadas de los estimulos y otra que contiene lo que se denomina el espacio de
los sujetos en la cual se encuentran los pesos asignados segin los diferentes
sujetos.

Para formalizar matematicamente el desarrollo hay que hacer una distin-
cién en primer lugar, en cuanto al espacio de representacién de los estimulos
analizados. En todo modelo ponderado pueden considerarse dos espacios de
representacién; uno el denominado espacio de representacion general o global,
en el que se representan los estimulos considerando simultdneamente toda la
informacién proveniente de la totalidad de los individuos estudiados y otro el
denominado espacio de percepcion privado que estd asociado con cada indivi-
duo de forma separada, en el que las coordenadas de los puntos se han obtenido
teniendo en cuenta exclusivamente la informacién proveniente del individuo en
cuestion.

Teniendo presente la separacion entre esos dos conceptos, consideremos z;,
la coordenada en la dimensién a del estimulo 7 en el espacio general de los
estimulos X. Por otra parte, podemos considerar igualmente la coordenada en
la dimensién a del estimulo 7 pero expresada no en el espacio general sino en
el espacio particular asociado al sujeto r, y que notaremos por z;,,. Debido a
que tenemos la relacion entre distancias

M
«2 2 _ 1/2 1/2 2
dijr = Z wra(wia - 'Tja) = Z (Ujré Lig — wré 'rja)
a=1

si llamamos
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e e prh
Tigr = Wrq Lia
tendremos
. M 5
dijr — Z (*Tiar - xjar)
a=1

Luego la relacién entre r;, y ;. viene dada por la expresién

1/2

'Tiur - wy‘a :Lia

La relacién anterior, suministra una interpretacion alternativa de la mé-
trica euclidea ponderada, de forma que el modelo INDSCAL puede expresarse
en términos de una clase particular de transformaciones del espacio conjunto
general, ademas del calculo de la métrica euclidea clasica. La clase de las
transformaciones puede describirse algebraicamente, como transformaciones
lineales con matriz de transformacion diagonal.

Veamos a continuacién las diferentes clases de metodologias INDSCAL
segin el tipo de analisis.

INDSCAL métrico.

Esta versién métrica parte de un conjunto de matrices simétricas de disimila-
ridades de forma que si los datos iniciales son similaridades se convierten en
disimilaridades multiplicandolos por -1 o bien restandolos del mayor valor.

Una vez obtenidos los datos este modelo utiliza el procedimiento clasico de
Torgerson descrito en apartados anteriores para la resolucion.

Sobre esta metodologia cldsica, hay que decir que mas bien puede ser utili-
zada como una primera aproximacion que como una conclusién segin comen-
tabamos anteriormente. Por ello puede decirse que INDSCAL propiamente
dicho, para el caso métrico puede expresarse como el método basado en pro-
ductos escalares que pasamos a definir a continuacion.

El modelo INDSCAL en forma de producto escalar.

La relacién que anteriormente expresabamos entre las coordenadas considera-
das en el espacio general o en el particular de un estimulo, para el sujeto r,
puede expresarse matricialmente de la forma
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X, =Wx

donde X, es la configuracién asociada al individuo r y X es la configuracion
global. W, la matriz diagonal de los pesos asignados por el individuo r a
las dimensiones de representacién que seran obligatoriamente las mismas para
cada individuo.

Dadas las distancias entre los estimulos para cada individuo r, las cuales
pueden obtenerse por ejemplo por el procedimiento descrito en el apartado
anterior, podemos obtener los productos escalares asociados mediante la rela-
ci6én establecida por el método clasico. Dados pues los productos escalares b;;,
podemos expresar éstos en relacién con las coordenadas de los estimulos de la
forma

B, = X, X! = XWM (WM Xt = XW, X

y expresando dicha relacion en coordenadas tenemos

M
bijr == Z WyqTial ja
(1
Se trata de resolver la ecuacion

B, = XW,X!

El método INDSCAL trabaja bajo una hipétesis simple: Sea y;;, un dato
de una matriz tridimensional. Cada uno de esos valores es una funcion de un
conjunto de parametros de la forma

M
Yijr = Z arabiacja
a=1

En primer lugar, si comparamos esa expresion con la del producto escalar,
se trata de resolver el sistema trilineal, donde a,, = W;q, bjy = Tiy ¥ Cjo = Tjq-

Para resolver el problema procedemos de la siguiente forma: En primer
lugar, situamos cada matriz B, en un vector fila con n? elementos y situamos
todos esos vectores por filas en una matriz B, R x n®. De igual forma, al-
macenamos las diagonales de las R matrices de pesos W, en una matriz W,
R x M. Por iltimo, se construye una matriz V' de la siguiente forma; la pri-
mera columna se construye para ¢ = 1 y para j = 1, calculando los productos
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T1aT1a, Ya = 1,--+, M;la segunda columna de V' se calcula de forma analoga
pero i = 1, j = 2. Asi se procede hasta completar los M x n® valores de V.

Una vez obtenidas las matrices anteriores, podemos escribir la relacion con-
junta, para todos los individuos simultdneamente, de los productos escalares
de la forma

B=WV

Como no es posible explicar exactamente los productos escalares, dada
la forma aproximada de su obtencién, parece mas légico expresar la relacion
anterior de la forma

Br~WV

Si se toma una configuracién inicial X, por ejemplo, mediante el procedi-
miento clésico, se tendrdn B y V fijos, por lo que la matriz IV puede estimarse
mediante regresiéon minimo cuadrética de la siguiente forma:

La funcién de pérdida serd

L=tr[(B-WV)(B-WV)]
y derivando tenemos que

d 9,

Bl i WM _wwl =
arrl = ot [(B-WV)(B-WV)]
. N t 7y, /rt _ W —
= o7 bt (B = V'W')(B-WV)]
8 t 12 0 04 st stixst
= s tr [B'B— B'WV - V'W'B+VWWV] =
= — tr(BB") - itr(BfW) - —a——tr(VtW’B) s (VWY = ()
oW oW oW oW -
0 ,
o (1) PTG tr(B*B) = O, por ser B cte.
0 o (P1) O .
9 . 1Y/ s (1 Rt/ s AT 0t _ 7t
¢ (2) mmt(BWYV) 'S s te(VB'W) = (VBY) = BY

(P1) Invarianza frente a permutaciones ciclicas.
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d ; (P2 d vttt ot
¢ (3) g tr(VW'B) 'S ot [(V'W'B)] =

) (2)
st
= 5 tr(B'WV) = Bl
(P2) Invarianza frente a trasposicion.
(P1) 3)

a tyyst Vi a 1 W CE
== " VoV il SV I A —
o (4) g e (VWWY) 'S m b (VW) W]

o

d A7\ TA
= T [(vviwh).w] +

— (VA
= (VVIWY' + g0z tr
9

— T 7t . VA VAR VAR F 74 =
=WVV 4 o tr [(vvwhv]

=WVVi+ WVVI=2WVV!
(P3) Regla del producto. El subindice ¢ indica constante.

d
" //1, ’,/'t HET =
Ay LV VW

r [WiwW (Vv =

luego

(*) = =2BV'+2WVV'=0 =
BV'=WVV'=

BV =W (VVY)

Asi pues, el estimador minimo cuadratico de W sera

W = BV'(VV')™!

Sabemos que las filas de W son las diagonales de las matrices de pesos
individuales W,. No obstante no puede esperarse que esas R matrices de
pesos conjuntamente bajo la configuracion inicial X, den el estimador minimo
cuadratico de cada matriz B,. Asi pues, se necesita calcular una configuracion
X m4s apropiada, relativa a los W, dados.

Para ello en primer lugar se calculan los productos W, X* para cada r y se
situan las (RM x n) matrices en una matriz H, (M x nR). Se crea igualmente
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una matriz B con las R matrices B, de forma idéntica a la anterior. Con esas
matrices, partiendo de la ecuacion

B, = XW,.X*
se obtiene la ecuacion

B~ XH

Ahora debe encontrarse la matriz X, (n x M). Para ello, se procede como
en el caso anterior. La funciéon de pérdida sera ahora

L=tr|(B-XH)'(B-XH))
luego

54
axX

de donde se obtiene que el estimador minimo cuadratico de X es

L= 2B LK =)

XU = BHY(HHY)™

Con esta nueva matriz X" se determina la matriz W®) y después otra
matriz X® con la que comenzaremos el proceso nuevamente hasta obtener
convergencia y una solucion final de X y W.

2.5 La interpretacion final en MDS.

En este apartado trataremos de poner de manifiesto algunos aspectos funda-
mentales que influyen de manera decisiva en el planteamiento de un problema
con MDS y en la posterior interpretacion de los resultados obtenidos. Para
situar estas conclusiones hay que tener presente en todo momento que MDS es
una herramienta de la estadistica puramente aplicada, por lo que su desarrollo
no tiene sentido al margen de la interpretacion de los resultados obtenidos.
Asi pues y dada la importancia que en MDS tiene la aplicacion practica, con-
sideremos a continuacién una serie de aspectos importantes en todo estudio

con MDS.
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2.5.1 La Configuracién.

C'uando se efectia un analisis MDS en su forma mas simple, partiendo de la
tabla de similitudes o disimilaridades, se obtiene como resultado las coordena-
das de los puntos. No obstante, puesto que esas coordenadas se han calculado
en base Unicamente a que los puntos que representan, mantengan entre si unas
distancias dadas, éstos no seran susceptibles de una interpretacion directa, ya
que siempre es posible efectuar una rotacion o en general un movimiento ri-
gido a la configuracién, manteniendo las distancias entre los puntos aunque
légicamente, variando sustancialmente las coordenadas de éstos.

Asi pues, siempre debemos tener presente que las soluciones del MDS ordi-
nario o a dos vias (no asi en MDS a tres vias o MDS con diferencias individua-
les), siempre estdn sujetas a rotaciones por lo que los ejes de coordenadas no
tienen una significacién especial en la configuracion obtenida, sino inicamente
la de unas rectas, que como podrian haber sido otras cualesquiera, permiten
representar los puntos, sin que tengan ninguna preponderancia frente a otra
posible eleccion como sistema de referencia.

Un aspecto que es muy importante en MDS lo constituyen las direccio-
nes en la configuracién obtenida, las cuales tienen unas interpretaciones muy
interesantes. Dicho de otro modo, las posiciones en la configuracion, pueden
asociarse con alguna caracteristica del elemento que es representado. De he-
cho, estudiar esas caracteristicas es una de las razones para el empleo del MDS.
Una forma practica de descubrir esas caracteristicas es simplemente mediante
observacién de la configuracién, recordando qué cosas se conocen sobre los
objetos. Sin embargo, este método es limitado por cuanto requiere de un gran
esfuerzo memoristico y una gran capacidad de representacion mental, asi como
limita las dimensiones en las que se puede trabajar al no poder imaginar la
mente humana mas de tres. Por todas estas razones se puede concluir que este
método no es muy recomendable.

El método que normalmente se utiliza estd basado en la regresion lineal.
Supongamos que tenemos una variable asociada al elemento en cuestion, de
forma que se sospecha que esa variable tiene alguna relacién con la posicion de
ese item en la configuraciéon. Una forma de poder confirmarlo, es mediante re-
gresién lineal multiple de esa variable sobre las otras variables que constituyen
cada coordenada del punto, o sea, si la variable es V' y si suponemos una confi-
guracién tridimensional, fijandonos en el i-ésimo item, tendremos por un lado
el valor de V asociado a éste, v; y por otro, sus coordenadas en la configuracion
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(41, Tig, T;3). Se tratard pues de ajustar

v =@ -+ bl"l‘il + bQZl'iz + b3£i3

El coeficiente de correlacién miiltiple dara una medida de como de bien se
ajusta el plano a la variable. Asi pues, la idea de utilizar la regresion para
facilitar la interpretabilidad de la configuracion consiste en que, una vez re-
presentada la nube de puntos en una dimension adecuada y en un espacio
adecuado, de forma que el valor asociado de la funcién de error haya resultado
suficientemente pequefio como para que dicha configuracion sea representa-
tiva, se consideran una serie de variables V' que puedan suministrar alguna
informacién en cuanto a la posicion de los puntos en el espacio en que se re-
presentan, ya que como antes afirmabamos, el sistema de referencia en el que
éstos se representan, no es significativo en cuanto a la interpretacion de los
resultados. Al efectuar regresién de esas variables con las coordenadas de los
puntos, elegiremos de entre ellas, las que resulten con mayor coeficiente de co-
rrelacién, representando sus correspondientes rectas de regresién en el espacio
de la configuracién, e interpretando la posicién de los puntos, no respecto al
sistema de referencia, sino segiin la posicion de éstos respecto de las rectas
representadas.

Este método no solo se usa en el sentido descrito (o sea, una vez obte-
nida la dimensionalidad del problema, segin el valor de la funcién de error, se
representan en el espacio obtenido, tanto los puntos, como las rectas de regre-
sién antes mencionadas), sino que ademds ayuda en muchas ocasiones a elegir
igualmente la dimensionalidad del problema. Asi pues, una vez obtenidos los
puntos, si al efectuar regresion y calcular los cosenos directores de la recta
con respecto a los ejes de coordenadas, resulta que sélamente algunos de estos
cosenos son suficientemente grandes mientras que el resto no lo son, podria-
mos interpretar este hecho como que a pesar de que el valor de la funciéon que
mide el error (STRESS, SSTRESS, etc...) en la dimension dada es pequeiio,
no todas las dimensiones resultan susceptibles de ser interpretadas, por lo que
se elegirfa una nueva dimensionalidad para el problema, de acuerdo con el
nimero de cosenos directores suficientemente grandes, volviendo por tanto a
obtener las coordenadas de los puntos en esa nueva dimensién, asi como una
nueva representacién de la recta de regresion en el subespacio elegido.

En definitiva, una vez que se ha deducido lo mds razonablemente posible,
la dimensionalidad del problema, se pasaria a estudiar las relaciones de los
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puntos representados, con respecto a esos nuevos ejes que se han obtenido.
Légicamente, la eleccién de las variables V' se realizara con arreglo a los factores
que interese poner de manifiesto en el problema en cuestién y con arreglo a los
cuales queramos interpretar las posiciones de los puntos de la configuracion

obtenida.

Algunas veces, se puede observar una estructura en el espacio multidi-
mensional, distinta de la suministrada por la interpretacion dimensional. Por
ejemplo, regiones locales en el espacio, pueden tener un significado asociado
con otras caracteristicas. Esto suele ocurrir cuando, por ejemplo, una solucién
bidimensional se ha obtenido para datos cuya dimension apropiada es mayor.
Una razén importante por la que una interrelacién local puede revelar otras
relaciones en los datos, es porque el enfoque se dirige a pequenas distancias
(grandes similaridades), mientras que una aproximacién dimensional se centra
més en grandes distancias. Se ha demostrado que el andlisis de correlaciones
en pequefios espacios revela estructuras importantes entre grupos de datos.
Asi pues, deben utilizarse todas las medidas que se tengan al alcance para el
desarrollo del estudio, por lo que la interpretacion local, debe usarse como un
complemento del andlisis dimensional.

Existen también métodos sistematicos, cuyo objeto se centra en encontrar
agrupamientos naturales entre los puntos, basados directamente en la matriz
de proximidades. Los grupos pueden dibujarse en el espacio multidimensional
como lazos alrededor del punto cuyo estimulo es relevante. Una vez hecho
eso, se pueden buscar caracteristicas comunes a los objetos de un grupo. Una
forma més simple de incluir esta informacién en el espacio multidimensional
desde la matriz original de datos, consiste en dibujar una linea entre cada par
de objetos cuya proximidad exceda de una cantidad fijada por el investigador.
La presencia de lineas largas y cruzadas (basadas en las proximidades), indi-
can una gran residuo que podria tenerse en cuenta en la interpretacion de la
configuracién. Asf, si se trabaja sobre un plano expresado en alguna dimension
mayor, estas discrepancias podrian deberse a otras dimensiones que no se han
tenido presentes en el desarrollo del estudio. Por ejemplo, agrupamientos en
una configuracién bidimensional, no serian probablemente validos hasta que
los puntos de cada grupo no pudiesen conectarse bien entre si y conectarse mal
con los de otro grupo.
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2.5.2 La dimensién del problema.

No existe en principio ningin método estadistico aceptable que asegure la
dimensionalidad en el estudio de unos datos, por lo que en esta seccion nos
dedicaremos més a la dimensionalidad apropiada para unos datos, que a la co-
rrecta. El concepto de dimensionalidad o de nimero de dimensiones, se refiere
al nimero de ejes coordenados en el que representar los datos o al nimero de
factores en el analisis factorial. La dimensionalidad no es necesariamente el
niimero de caracteristicas relevantes. De cualquier forma, aunque una carac-
teristica o atributo tenga un efecto en la configuracion, es posible que ésta no
se refleje en un nuevo eje, debido a que esté correlada con otra dimension, o
que sélo afecte a un subconjunto de estimulos, etc...Asi, si su presencia se
puede hacer efectiva por otros medios, no hay por qué mostrarla como una
dimensién. El nimero de direcciones interpretables puede ser menor que la
dimensionalidad del espacio. Por ejemplo, el investigador puede interpretar
unicamente una o dos dimensiones, incluso cuando los datos parezcan requerir
tres.

A la hora de decidir cuantas dimensiones son apropiadas, la bondad del
ajuste es sin duda una consideracion muy importante. Una medida del ajuste
muy generalizada en MDS es como ya hemos indicado el stress que esta definido
como la raiz cuadrada de la suma de los residuos al cuadrado normalizada,
de forma que pequenos valores de éste indican un buen ajuste. Cuando se
consideran los valores del stress, es importante recordar que la interpretacion
de los valores, desafortunadamente, depende al menos de todas las elecciones
posibles o parametros posibles.

Es necesario tener presente que la interpretacion del valor del stress de-
pende del numero de objetos n y de la dimensiéon M. No obstante, si n > 4M,
aproximadamente, éstos no influyen en la interpretacion del stress. Cuando n
se acerca a M, suceden grandes cambios. Por ejemplo, en muchas situaciones,
un valor de stress de 0.02 indica un buen ajuste. Por otro lado, para 7 objetos
y 3 dimensiones, un stress de 0.02 o menor ocurre en un 50% de los casos, por
lo que éste, no es un tamaio suficientemente pequefio para indicar un buen
ajuste. Como base de interpretacién del stress, veamos cual es el conjunto de
condiciones mas usuales.

1. Conocimiento y utilizacion de media matriz de disimilaridades sin dia-
gonal.



-

José Fernando Vera Vera. 79

2. Ausencia de datos faltantes en las proximidades o presencia de pocos.
3. Ausencia de datos con replicaciones.

El hecho de introducir los elementos de la diagonal de la matriz de proximi-
dades no cambia la configuracién, pero aumenta el valor del stress sobre todo
si las d;;, son muy diferentes de las dj;,. Ademds, introducir observaciones que
constituyen réplicas de las proximidades incrementa el stress, lo cual ocurre de
forma excesiva si las observaciones repetidas son muy diferentes unas de otras.

Si se tienen en cuenta éstas junto con otras precauciones, debe suponerse
que en cada caso de dimensionalidad, el valor del stress es el minimo posible
para cada caso.

Existen a nivel general, dos aproximaciones para la utilizacién del stress
como guia de la dimensionalidad: la Estadistica y la Intuitiva. La primera es
mas objetiva aunque las tablas necesarias para su utilizacién abarcan un rango
limitado de valores de n. Veamoslas detenidamente.

El método Estadistico.

El método estadistico esta basado en la comparacién de la grafica del stress (o
en general de la funciéon que mide el grado de ajuste), dibujada como puntos
unidos por segmentos. Posteriormente, se dibuja una gréafica simulada con
los valores reales de la dimensién y el error, mediante el método de Monte
Carlo, comparandose para encontrar la dimensién de los datos. Veamos una
explicacion mas detallada del proceso.

La idea subyacente que existe una configuracion real de los datos en alguna
dimensién, la cual denotaremos por M,. Se supone que las proximidades se han
generado a partir de las distancias en la configuracién exacta pero con errores
aleatorios de algin tipo que se incorporan al nivel controlado por un valor
e y posiblemente también con distorsiones monétonas incorporadas. Cuando
las proximidades son representadas en diferentes escalas correspondientes a
distintas dimensiones, la gréafica de puntos del stress frente a M depende de M,
y de e. Asi, cada combinacién de M, y de e se corresponde a una apariencia
particular de la gréafica de puntos. Usando el método de Monte Carlo, se
generan muchas configuraciones y se representan en cada escala, de forma que
las graficas de puntos se catalogan con arreglo al par (M, e), comparando
sus resultados con los de los datos e infiriendo el valor de M, y de e para
la obtencién de una grafica lo més parecida a los datos que se poseen. Si la
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representaciéon de nuestros puntos es muy diferente de las salidas del método
de Monte Carlo, podria deberse a una convergencia incompleta o a un minimo
local del stress. Igualmente se observa que para grandes valores de e, las
diferencias son practicamente inapreciables para los puntos representados en
diferentes salidas de M,, por lo que no es conveniente usar grandes valores de

e para determinar Af,.

El método intuitivo.

Este método esta basado en la experiencia y en la intuicién. Si el valor de M,
es distinto a 1, el stress para M = 1 suele ser grande. Asi pues, esto sugiere
que si el stress para M = 1 estd préximo a 0.15, la grafica suele tener un codo
en M, = M, a menos que M, = 1.

2.5.3 Algunas cqnsideraciones complementarias.

Veamos a continuacién algunas consideraciones importantes para la eleccion de
la dimensién del problema. Estas consideraciones son producto de la experien-
cia y deben tenerse muy en cuenta ya que no sélo es importante el mecanismo
matematico para la resolucién de un problema con MDS sino que la experien-
cia constituye en la mayorfa de las ocasiones el factor determinante para la
obtencion de soluciones.

Interpretabilidad.

En MDS es posible que, por ejemplo, en dos dimensiones no tengamos una
interpretacién de los resultados y sin embargo en tres dimensiones exista una
clara interpretacién de la solucién obtenida. Esto es debido a que la relacién
entre las diferentes dimensionalidades es més complicada en este método que
en otros. Asi, en el andlisis de componentes principales, por ejemplo, la con-
figuracién en M — 1 dimensiones se puede obtener de la de M sin mas que
omitir la tltima coordenada, ocurriendo algo parecido en el analisis factorial,
mientras que para MDS la cuestién es méas complicada. Omitir la segunda co-
ordenada en una configuracién bidimensional, es tanto como proyectar sobre
el eje de abcisas los valores obtenidos. En MDS, la configuracién unidimensio-
nal se puede obtener algunas veces de forma aproximada, proyectando sobre
alguna recta en un espacio bidimensional, aunque en otros casos esto no es
posible.
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Podemos generalizar todo lo expuesto al caso de tres dimensiones y para
eliminar la ultima coordenada de una configuracién tridimensional se proyecta
ésta sobre el plano formado por los dos primeros ejes, aunque en MDS, a
partir de la configuracién tridimensional, se puede obtener la bidimensional
proyectando ésta sobre algin plano del espacio tridimensional y sé6lo en algunos

casos.

Debido a todo esto, la forma en que cambia la interpretacién de una di-
mensién a la siguiente, puede ser complicada en MDS. De cualquier forma, la
interpretabilidad juega un papel importante en la elecciéon de una dimensiona-
lidad de entre las propuestas por la bondad del ajuste. Asi, si en dos dimen-
siones existen dos o mas direcciones interpretables y en una tercera dimension
no afecta mucho, se elige la bidimensional, aunque el que el investigador no
interprete la otra dimension no quiere decir que ésta no sea interpretable.

Cuando la configuraciéon bidimensional no se parece a la proyeccion per-
pendicular del espacio tridimensional, podria ocurrir que ninguna direccién de
la configuracién bidimensional sea interpretable, mientras que una, dos o tres
direcciones del tridimensional si lo sean. Para interpretar una configuracion
tridimensional, frecuentemente ayuda (si es posible), el descubrir qué direccio-
nes se parecen a la configuraciéon bidimensional, procedimiento que podemos
hacer extensivo a mas dimensiones. Cuando visualmente las direcciones pue-
den detectarse, se recurre a procedimientos estadisticos como regresién lineal,
correlacién candnica o analisis factorial. La regresion muiltiple, como antes
apuntabamos, puede ayudar a elegir la dimensién adecuada. Por ejemplo, si
algunas variables (vectores propios) tienen mayor coeficiente de correlacién
multiple en una configuracion en dimensién M + 1 que en dimensién M, serd
preferible la dimensiéon mayor.

Independientemente de la dimensionalidad, si la configuracién sitia muy
mal los datos, resulta peligroso de usar. Ninguna interpretacion aparente es
satisfactoria y las tendencias reales no estan claras. Usar mas dimensiones
podria mejorar el ajuste aunque si se usa un gran nimero de dimensiones, la
configuracién se adapta al error aleatorio de los datos, lo cual puede hacer
dificil el ver los aspectos interesantes. Si estas dos reglas desechan todas las
dimensiones, los datos deben tratarse de otra forma y no con MDS.
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La facilidad en el uso de los resultados.

Puesto que trabajar en dos dimensiones es mas facil que con mas, la facilidad
en el uso de los resultados, es una consideracion a tener presente. Por ejem-
plo, cuando una configuracion en MDS es deseada fundamentalmente como
fundamento para mostrar resultados de agrupamiento, una configuracion bi-
dimensional es preferible a otra. Incluso la proyecciéon bidimensional de una
configuracién en una dimension mayor es preferible en muchos casos para este
fin. Una configuracién en una dimension elevada, sélo es deseable cuando se
van a utilizar otras técnicas complementarias para encontrar estructuras de
interés. No es usual examinar una tnica configuracién cuando existen en ella
dimensiones que no se comprenden lo suficiente; normalmente, éstas son di-
recciones en la configuracion pero pueden ser planos, curvas y otro tipo de
estructuras. Asi, aunque parezca que se debe ajustar una configuracién en
cuatro dimensiones, se suele trabajar tambien en dos o tres para detectar
estos casos. De cualquier forma, se puede comprobar que los aspectos mas
importantes de elevadas dimensiones aparecen en una configuracién bidimen-
sional, aunque para clarificarlos se deba recurrir a dimensiones mas altas en al
mayoria de los casos.

Estabilidad y consideraciones relativas.

El MDS asi como los datos de los que se deriva, estan sujetos a variabilidades
aletorias. Incluso para datos buenos, no es facil encontrar minimos locales que
difieran considerablemente de la mejor solucién posible. Una forma simple de
evaluar la estabilidad de las dimensiones y de otros aspectos de la configuracion
es dividir los datos en varias formas y aplicar MDS a cada parte. Por ejemplo,
si el nimero de objetos lo permite, podrian dividirse éstos en grupos aleatorios.
Despues usariamos el procedimiento jacknife expuesto por Tuckey.

Otro procedimiento consiste en que a partir de los datos se formen otros
mediante una razonable alteracién de algin efecto aleatorio sobre los originales,
o sea, datos afectados de algiin proceso de ruido deliberadamente introducido
y controlado.

De todo lo expuesto se deduce que una decision sobre la dimensionalidad de
los datos puede estar influida notablemente por la estabilidad de las soluciones.



Capitulo 3

Inferencia en M DS.

Hasta ahora, en los dos capitulos anteriores, he planteado la problematica del
MDS bajo un punto de vista estrictamente del analisis de datos. Se trata en
este tema de abordar e intentar resolver varios problemas que plantean los
métodos antes expuestos.

Antes de comenzar a describir los problemas mencionados, hay que hacer
nuevamente hincapié en la clasificaciéon del MDS. Cuando he descrito la clasi-
ficacién de las diferentes técnicas o modelos que engloban el MDS, lo he hecho
atendiendo a diversas razones, como tipo de datos manejados, caracter de la
funcién que relaciona las distancias con las proximidades de partida e incluso
con arreglo a la funcién que mide la bondad del ajuste estimado. No obstante,
en esta ocasion nos referiremos a un punto de vista del MDS que atiende a la
intencion de la técnica en si, mas que a la forma del modelo o al tipo de datos
empleados.

Todos los métodos antes descritos, constituyen métodos que podrian en-
globarse dentro de las técnicas exploratorias del MDS o sea, como una primera
aproximacién a la resolucién del problema, sobre todo para la determinacion
de la dimensién, obtencién de la configuracién asociada e interpretacion de
soluciones. No obstante, un segundo aspecto a tratar en todo problema de
MDS estriba en la necesidad de técnicas denominadas confirmatorias. En este
apartado englobamos el trabajo que presentamos a continuacion y en el que
se pretende ofrecer un método para el contraste de resultados obtenidos con
cualquiera de las técnicas métricas del MDS.

En general, la distincién expuesta anteriormente, puede hacerse extensiva a
todo el analisis de datos, o sea, entre aquellos analisis que son primordialmente

83
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exploratorios y aquellos que intencionadamente son confirmatorios. El primero
de dichos andlisis esta disenado para permitir la observacién de datos bajo
una gran variedad de procedimientos, con la intencién de descubrir diversas
relaciones de interés para el investigador. Las técnicas exploratorias deben ser
tan flexibles como sea posible y tolerantes con el mayor abanico posible de
tipos de datos. El énfasis fundamental de estos andlisis, no estriba tanto en
las decisiones en torno a las relaciones especificas o aspectos intrinsecos de los
datos, como en la exposicién clara de los sucesos. En relacion a esto, podemos
decir que ALSCAL e INDSCAL fueron disefiados para actuar, en primer lugar,
como técnicas exploratorias, aunque se hayan empleado frecuentemente para
propésitos relativamente confirmatorios.

El analisis confirmatorio, se encuentra enfocado en relacién a aspectos es-
pecificos de los datos y a cuestiones particulares en torno a éstos. Supone que
el investigador posee una idea clara del modelo a emplear, del desarrollo de los
datos y de la estructura que pretende investigar. El objetivo de esta técnica,
consiste en tomar decisiones referentes a algunas hipétesis. Para ilustrar con
un ejemplo, digamos que la hipdtesis mds utilizada en MDS, hace referencia a
cual es la dimensionalidad més apropiada para la representacion y estudio de
los datos. Otras hipétesis relativamente frecuentes las constituyen, el estudio
de si datos provenientes de dos o mas grupos de individuos, pueden represen-
tarse bajo la misma configuracién, si un modelo ponderado es mejor que un
modelo no ponderado o si una configuracién con restricciones representa a los
datos tan bien como lo harfa una configuraciéon no restringida.

Puesto que todas esas cuestiones se plantean de forma precisa, requiriendo
ademas el investigador una respuesta tan clara y concisa como sea posible, la
precisién de la estimacién en el analisis confirmatorio adquiere una importancia
fundamental.

El trabajo que se presenta a continuacion, estd basado en el modelo des-
arrollado por Ramsay y ofrece una versién mejorada de éste, del cual puede
decirse, en lineas generales, que esta disefiado para el estudio de una amplia fa-
milia de datos, como es la constituida por los datos que se obtienen a través de
las denominadas técnicas de clasificacién directa mediante escalas, estudiando
dichos valores bajo el punto de vista del analisis de datos confirmatorio. Ade-
mas el modelo que presentamos esta disefiado, por un lado, para el tratamiento
de una gama mas general de datos que incluye los analizados por Ramsay asi
como datos provenientes de técnicas que relajan las condiciones de positivi-
dad, entre otras, como por ejemplo, los datos que provienen de disparidades
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o sea, de valores obtenidos a través de transformaciones monétonas iniciales,
estimadas a partir de los datos originales. Por otro lado, esta igualmente dise-
fiado de forma que permite complementar los modelos antes expuestos, o sea,
modelos como ALSCAL e INDSCAL, en lugar de ofrecer exclusivamente un
modelo alternativo. Lo realmente razonable seria utilizar el modelo probabi-
listico, no como modelo para la determinacién de la dimension del espacio de
configuracién y de la matriz de coordenadas, sino como una segunda etapa de

contraste.

3.1 Desarrollo estadistico del MDS.

El analisis de disimilaridades provenientes de un tnico sujeto o de varios suje-
tos se ha convertido en un problema lo suficientemente importante como para
que sea estudiado estadisticamente. Las primeras técnicas de MDS, basadas
en el andlisis propio de la matriz de productos escalares tal y como en los ca-
pitulos anteriores exponiamos, resultan insuficientes. Esta carencia es debida,
posiblemente, a que los productos escalares estan basados en los cuadrados de
las observaciones originales e inevitablemente contienen mayores errores tipi-
cos. Estos modelos emplean igualmente modelos de error que resultan irreales,
ya que el uso de un simple criterio de minimos cuadrados es equivalente a la
hipétesis estadistica de que los productos escalares son independientes y estan
normalmente distribuidos en torno a los valores reales.

Por otro lado, dentro de las técnicas de MDS tanto métrico como no mé-
trico, hay que afadir, que el MDS no métrico sufre en general del grado de
libertad usado al ajustar la transformacién mondtona supergeneral a la variable
dependiente, tal y como se describia en el capitulo anterior. Esas transforma-
ciones mondétonas, ignoran consideraciones como la suavidad y el hecho de que
al menos ciertos tipos de datos requieran de transformaciones muy especia-
lizadas. Como consecuencia de todo esto, las técnicas no métricas favorecen
la inestabilidad cuando son aplicadas sobre matrices de datos que tienen un
orden relativamente pequefio respecto al nimero de dimensiones elegido en la
configuracién ajustada o cuando se aplican a matrices de datos que tienen un
error medible como sucede en los problemas en que interviene un tnico sujeto.
De cualquier forma, cualquier analisis serio debe manejar la posibilidad de que
una determinada transformacién de los datos mejore el ajuste estimado.

Cuando se realiza un andlisis de datos, sea cual sea la técnica particular
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empleada en la investigacion, aparecen implicitamente diversas estructuras
enfocadas a describir la forma en que las observaciones varian en torno a sus
valores ajustados, lo cual, generalmente, ofrece un punto de vista acerca de la
bondad de la técnica empleada con arreglo a los datos estudiados. Ademas,
las distribuciones de estos errores o residuos son consideradas generalmente de
forma implicita en el modelo, por lo que resulta bastante complejo su manejo,
asi como la interpretacién de la influencia que sus fluctuaciones ejercen en el
total del modelo. Por tanto, si se desea realizar una investigacion mediante un
modelo de analisis de datos cualquiera, es necesario dar una expresion explicita
del modelo de error que interviene y estructurar la posibilidad de comparacién
entre diversos modelos de error, bien dentro de un mismo estudio o bien entre
estudios diferentes.

En el analisis de datos, puede decirse que aflora una carencia grave desde el
punto de vista técnico y que arrastran en general la totalidad de las técnicas.
Esta carencia consiste en la necesidad de poder contrastar diversos elementos
estructurales de los modelos, teniendo en cuenta la imposibilidad del manejo de
una distribucién sobre los datos de partida. Dicha carencia se viene resolviendo
a través del empleo de técnicas de simulacion como Jackknife y Bootstrap,
estando orientada su utilizacion mas hacia la validaciéon de un modelo que a
la inferencia sobre diversos aspectos del mismo.

En el trabajo que presentamos, se emplea en principio, exclusivamente la
estimacién por maxima verosimilitud, la cual ofrece la posibilidad de efectuar
la confrontacién a que antes nos referiamos del modelo de error, ademas de las
ventajas intrinsecas a ella, como el uso de las técnicas del andlisis de residuos
para la realizacion de una posible revision sobre el modelo de error empleado.
Ademas, la estimacién maximo verosimil ofrece, aunque asintéticamente, una
funcién de bondad de ajuste y un critero de decision para cuestiones como
dimensionalidad, etc...

Las técnicas de maxima verosimilitud empleadas en este trabajo, tienen
la suficiente eficiencia para ser ttiles, tanto en el caso en que se tiene un
unico sujeto y un niumero modesto de estimulos, como cuando se estudian
simultaneamente opiniones ofrecidas por mas de un sujeto, supuesto que se ha
elegido un determinado modelo de error. También consideraremos el problema
del ajuste de una transformacion a los datos. Todos los procedimientos que
se desarrollan en este trabajo pretenden ofrecer una solucién al problema de
la ineficiencia en el andlisis de productos escalares y el problema del vasto
nimero de grados de libertad en aproximaciones no métricas.
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3.2 MDS sin diferencias individuales.

En primer lugar, vamos a concretar la notacién que se va a seguir a lo largo
de todo el trabajo, comenzando por la descripcién que utilizaremos en este
primer apartado. Para fijar ideas, supongamos en principio, que a R indivi-
duos o sujetos les pedimos que muestren su opinién en torno a la semejanza o
mejor dicho a la desemejanza entre cada una de las parejas que se hayan es-
tudiado de un total de n estimulos u objetos, a través de algin procedimiento
de escala, previamente establecido. Asi pues, se dispone de R matrices n X n
de disimilaridades entre cada pareja de estimulos, cuyos elementos notaremos
por d;;,, coni,j =1,...,ny conr=1,..., R. El problema del MDS consiste
fundamentalmente en la bisqueda de n puntos, cuyas coordenadas notaremos
por &;, y que representaran a los n estimulos en un espacio comin de dimen-
sion K. Se trata pues de encontrar dichos puntos de forma que la distancia
entre el punto ¢ y el j, que notaremos dj;, sea lo mas parecida posible al valor
esperado de las correspondientes disimilaridades observadas d;;,.

Bajo un punto de vista estadistico, podemos formular este primer modelo
denominado two-way MDS o MDS a dos viasy que fue disefiado para el estudio
de datos de disimilaridad provenientes de un tinico sujeto, por lo que también
puede considerarse el indice r en este caso, como indicativo de replicacion, de
la siguiente forma: Consideremos la variable aleatoria D;;, que toma valores
d;j., indicando disimilaridad entre el estimulo 7 y el estimulo j apreciada por
el sujeto r (resp. rtéplica r). Asi pues, podemos considerar a dj; como la
distancia exacta, o sea, tedrica y sin error y a d;;, como la r-ésima observacion
de esa distancia o bien como la r-ésima replicacion de la distancia observada a
través de la variable aleatoria D;;. Supondremos que las observaciones d;;, son
independientes e idénticamente distribuidas segin una funcién de densidad que
notaremos por f. Se trata ahora de ver cual es la eleccién de f mas adecuada
al problema que hemos planteado.

3.2.1 Modelizacién de la variabilidad residual.

Para considerar una eleccién conveniente de la densidad asociada a la variable
D;;, Ramsay [1977] argumenta que deben tenerse en cuenta los siguientes
aspectos:

e La consistencia del dominio con los datos tratados.
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e El hecho de que la varianza posea una estructura adecuada a la de los
datos estudiados en el modelo.

e La coherencia de los principales momentos de la densidad respecto a lo
que empiricamente muestran los datos.

El procedimiento més simple para evaluar la densidad es por tanto, evaluar
el dominio y evaluar sus primeros momentos. En el tipo de datos analizados
por Ramsay, constituidos por valores obtenidos a través de técnicas de clasifi-
cacién directa, las observaciones, en términos de distancias, seran no negativas
(este punto serd ampliado posteriormente, ya que no refleja aspectos como los
mencionados en Heiser[1991]). Hay que hacer especial hincapié en que esto no
ocurria asf en los primeros trabajos de MDS, en los que se aplicaban técnicas
univariantes, las cuales obtenian valores de escala con origenes arbitrarios, por
lo que automaticamente, surge un primer motivo para argumentar la necesi-
dad de extensién del modelo, bajo un punto de vista de localizacion. En el
trabajo que presentamos, comentaremos en primer lugar las técnicas de MDS
para el anlisis de disimilaridades obtenidas mediante procedimientos de cla-
sificacién directa, extendiendolas y perfecciondndolas paso a paso, hasta llegar
finalmente al modelo general propuesto. Asi pues, tal y como se comenta en
el trabajo de Ramsay[1977], los datos asi obtenidos tienden a ser:

No negativos (Sera generalizado posteriormente a datos que si pueden
serlo).

. Tienen un origen definido en el caso de las disimilaridades (también sera
extendido al caso de datos de disimilaridad con origen indefinido y por
tanto, estimado) o bien son transformables tomando simétricos de forma

que resulten no negativos y posean un origen definido, en el caso de
juicios de similaridad.

En vista de todo lo que acabamos de exponer, podemos resumir diciendo
que las caracteristicas determinantes para la eleccién de la funcién de densidad
f que represente la distribucién de las disimilaridades, obtenidas segin el
procedimiento general son:

1. El Dominio. La densidad f debe estar definida sobre valores reales y no
negativos, dadas las caracteristicas de las disimilaridades en el caso de los



José Fernando Vera Vera. 89

datos analizados por Ramsay, siendo simplemente reales, sin someterlos
a ninguna restriccién, para la familia general de datos de tipo intervalo
y escala analizados en este trabajo.

La Media. La media de cada variable D;; deberfa estar préxima al va-
lor deseado dj;, aunque como argumenta Ramsay [1969] no es necesario
que sean exactamente iguales. Por ejemplo, cuando se utilizan técnicas
de clasificacién directa con escalas positivas, en muchas ocasiones, se ob-
tienen medias positivas incluso cuando el valor de la distancia es cero,
por estar evaluando objetos idénticos. Esta conclusién es debida, fun-
damentalmente, a que los individuos se muestran normalmente reacios a
clasificar a los estimulos con disimilaridad cero, incluso cuando el esti-
mulo es el mismo. Este hecho corresponde a la ley psicolégica de Weber.
Debido a esta razoén, verificada empiricamente y en consonancia con di-
cha ley, en este tipo de datos de disimilaridad positiva, parece légico no
considerar un dominio de disimilaridad con origen en cero, al no ocurrir
en ningun caso valores por debajo de un valor real, mayor estrictamente
que cero, pero indeterminado. Por tanto, considerar dominios con ori-
genes cero, contribuye en muchos casos, a aumentar la dispersién en el
analisis y por tanto, desvirtia las conclusiones finales del analisis.

La Varianza. El desarrollo de la varianza de D;; resulta especialmente
importante, como puede verse en los trabajos de Ramsay [1977], [1978] y
[1982]. La cuestion mas critica concierne a la relacién entre la desviaciéon
tipica de D;; y la distancia tedrica dj;. De hecho, pueden seguirse varios
caminos al respecto como considerarla constante o bien proporcional a
la distancia tedrica d;. Suponer la varianza constante puede resultar
equivoco en varios sentidos. En primer lugar, si la media de D;; vale
cero cuando df; vale cero, entonces todas las desviaciones tipicas valdran
cero al ser la varianza positiva. Incluso cuando éste no es el caso, solo ob-
servamos pequefias variaciones en las disimilaridades cuando los objetos
son bastante diferentes. Por otro lado, cuando existe poca variacion en
d};, se comete muy poco error al suponer homoscedasticidad. Tampoco
se comete mucho error suponiendo heteroscedasticidad ya que todo lo
referente a la relacién entre la desviacién tipica y la media se favorece de
forma irrelevante cuando la media tiene poca variaciéon. Por otro lado, el
caso de la desviacién tipica proporcional a la media es un caso préactico
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muy fuerte en el que la razén de proporcionalidad es invariante frente a
cambios de unidad de medida, pudiendo afirmarse que en este caso las
disimilaridades obedecen la ley de Weber del continuo psicologico.

Una vez observados estos aspectos, Ramsay [1977] afirma que la ley log-
normal es la adecuada para describir el comportamiento de las disimilaridades
obtenidas a través de técnicas de clasificacion directa de escalas positivas. Asi
pues, bajo la hipdtesis de varianzas constantes, éste propone que

Dij ~ A(log(dfj), 0'2)

luego
. 2 igr
Y B =

El motivo que induce esa relacion entre distancias y disimilaridades puede
entenderse de la siguiente forma:

La distribucién lognormal asocia probabilidades positivas a todos los po-
sibles valores positivos de dJ;, tiene media casi igual a dj; y su coeficiente de
asimetria es positivo. Varias propuestas alternativas a la de la distribucion
lognormal son consideradas por Ramsay [1977] y [1982], como es el caso de
la distribucién normal N(d};, od};), aunque esta propuesta implica el hecho de
que se le asigne cierta probabilidad a valores negativos de las disimilaridades,
lo cual puede considerarse como erréneo en el tipo de datos analizados por
su modelo y de ninguna manera semejante al tratamiento que se ofrece en
nuestro trabajo. No obstante, la principal distincién entre esta distribucion y
la lognormal estriba en torno a la consideracion de simetria en los datos de
disimilaridad, ya que esta comprobado experimentalmente que a pesar de aso-
ciar distancias a disimilaridades, estas tltimas no verifican por regla general la
propiedad reflexiva. Se ofrecen otros refinamientos en cuanto a la distribucion
inicial como podria ser considerar la varianza descompuesta en componentes
referentes a los sujetos o sea determinar la variacién en d;;, mediante o? + 0]2,
etc... Posteriormente desarrollaremos aun mas las alternativas en cuanto a la
distribucién inicial de las disimilaridades o distribucion de los residuos, cuando

se describa el MDS con diferencias individuales.
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Se trata ahora de ampliar la posibilidad de analisis, en el contexto del MDS
probabilistico métrico, a datos de disimilaridad obtenidos a partir de procedi-
mientos de escala e intervalo generales, que pueden violar la restriccion de no
negatividad impuesta por el modelo de Ramsay, o incluso, en el caso en que
esto no suceda, formular un modelo que permita reducir la elevada variabili-
dad, que inevitablemente se produce cuando se utilizan métodos cuyo dominio
excede innecesariamente el rango real de los datos estudiados. Asi pues, para
completar la eleccién de la distribucién inicial de los datos, hay que introducir
en el proceso un parametro de localizacién que permita la inclusion de aque-
llos datos de disimilaridad que pueden suministrar valores no positivos, asi
como, tanto origenes definidos pero no conocidos, como origenes desconocidos
y arbitrarios.

Tal y como en apartados anteriores se comenta, los disefios generales de
obtencién de datos de disimilaridad, no tienen por qué estar limitados a la ob-
tencién de datos no negativos. Puede ocurrir que por necesidades del estudio
en particular, la obtencién de las disimilaridades deba realizarse sin restric-
ciones, para que sea posible reflejar algunas caracteristicas determinadas del
experimento que resultan de especial interés para el investigador. Por tanto,
parece légico que, en ocasiones, surja la necesidad de poder reflejar explicita-
mente valores de escala negativos que permitan expresar al sujeto su opinion,
por ejemplo, ante un juicio de disimilaridad muy desfavorable o viceversa, en
cuyo caso resulta necesario, para poder abordar este tipo de datos con las
técnicas probabilisticas métricas existentes hasta ahora, realizar una transfor-
macién de los valores, previa y por tanto no controlada e independiente del
analisis, para conseguir datos de disimilaridad no negativos. No obstante, si
éste fuese el caso, el problema no plantearia graves inconvenientes hasta el
punto de la necesidad de un nuevo modelo. Bastaria con incorporar una tras-
lacién en la variable en base al valor minimo de la escala y analizar los datos
resultantes aunque se perdiese la significacion de los mismos. Veamos un caso
interesante que plantea el problema y que era apuntado al principio de esta
seccion.

En muchos casos de MDS métrico, los datos son obtenidos o recogidos me-
diante una escala de disimilaridad con origen arbitrario (una escala de tipo
intervalo). El hecho de que los cambios en la escala de disimilaridad puedan
influir fuertemente en la solucién obtenida e incluso en la dimensionalidad es-
timada de los puntos de la configuracién, resulta un inconveniente en la teoria
de MDS denominado el problema de la constante aditiva. Una descripcion
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detallada pede verse en Heiser[1991]. En estos casos aparece de forma mas
evidente la necesidad de introducir un parametro de localizacion que permita
analizar datos negativos y que, de producirse una transformacion, ésta vaya
incorporada al analisis en si de los datos y no como un aspecto aislado y que
no influye en el proceso. Para modelizar esta problematica, hay que seguir
pensando en que légicamente asociamos cantidades no negativas a las distan-
cias tedricas dj; (o dJj, como después veremos) por lo que no puede plantearse
un modelo que asocie directamente un valor de disimilaridad negativo a un
valor de distancia con el cual se va a representar. Es necesario ajustar una
transformacién que permita, por un lado, asociar valores de disimilaridad po-
sitivos a distancias y por otro, estimar la transformacion necesaria a lo largo

del analisis y no como elemento adicional.

Por tltimo, aun en el caso de que no se plantee ninguno de los problemas
anteriores sino que tengamos valores de disimilaridad no negativos, parece
légico, en virtud de la ya citada ley de Weber del continuo psicolégico, con-
siderada para la eleccion de la distribucion inicial de las disimilaridades por
la mayoria de los procedimientos de MDS, el hecho de estimar un origen para
los datos de disimilaridad es un elemento fundamental para la reducciéon de
la variabilidad en cuanto a la matriz de disimilaridad individual, teniendo en
cuenta que puede considerarse como imposible en virtud de dicha ley obtener
el valor cero para disimilaridades no negativas, incluso cuando se presentan al
individuo estimulos que son idénticos.

Asi pues, debido a que las demas caracteristicas necesarias para la conside-
racion de una distribucién inicial de las disimilaridades permanecen inalteradas
bajo este nuevo punto de vista, proponemos a continuacién un nuevo modelo de
distribucién de la variabilidad residual, que puede considerarse una extension
del modelo expuesto anteriormente ya que bajo las mismas hipotesis, el modelo
anterior resulta un caso particular del que se presenta y que viene dado, en
una primera aproximacion, bajo el punto de vista de la distribucién lognormal
triparamétrica (aunque después seran afiadidos diversos aspectos adicionales),
la cual conserva las propiedades esenciales descritas anteriormente y ademads
asegura la posibilidad de relajacion en cuanto a las restricciones extremada-
mente severas del dominio de la variable aleatoria a estudiar. Asi, bajo la
hipétesis de varianzas constantes, el modelo de distribucion es

D;; ~ A(0;5,log(d5;), 0?)

J
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Hay que afadir finalmente que se ha elegido el modelo con parametro de
localizacién 0;;, es decir, dependiente de cada pareja de estimulos observados
(i,7) (para MDS a tres vias dependerd de cada tripleta (7,7,7)). Los motivos
son multiples: Por un lado, ofrece una mayor generalidad para que el investi-
gador decida en cada caso, si desea ofrecer un origen de escala comin a todos
los datos de disimilaridad o bien, pretende restringir la variabilidad al maximo
para las observaciones asociadas con cada pareja (7,7). Por tanto, si lo que
desea es estimar una cota inferior comin para una escala de obtencion de di-
similaridades con posibles valores negativos, puede elegir entre las diferentes
opciones de tomar una cota inferior comun a todos los pares, sin mas que
tomar ,; constante o bien una cota particular asociada a cada par. Posterior-
mente en los modelos con diferencias individuales pondremos de manifiesto el
interés que puede despertar el que una vez hayan sido estimados los valores de
cada 0;;,, elegir como origen de escala un valor 6, = min,;{0;;,}. Finalmente,
asociado con el dltimo caso, hay que decir que en principio parece razonable
considerar valores del parametro de localizacién dependientes de cada par, ya
que el modelo estadistico se formula distinguiendo una variable para cada par,
puesto que lo que se modeliza realmente es la distribucion de datos en torno
a un supuesto valor central tedrico-6ptimo y que depende de cada par (1, J).

Asi pues, bajo la hipdtesis anterior, se tiene una densidad

f(dijr | 0;5,d55,0%) =

dijr = 0
y ___logQ J J
= exp

U(dijr = Gij)\/ 2T 20?

4 dijr > Gij

Podemos concluir al igual que lo haciamos con la biparamétrica, diciendo
que la distribucién lognormal triparamétrica:

Asocia probabilidades positivas a todos los posibles valores de D;; mayo-
res que 6;; o lo que es lo mismo, asocia probabilidades positivas a todos

los posibles valores positivos (d;;, — 6;;) de d;, tomando como variable
aleatoria en esta ocasion a (D;; — 0;;).

a

*

Tiene una esperanza casi igual a d7;,
asegura la positividad, o lo que es equivalente, la variable (D;; — 0;;)

salvo una transformacion lineal que
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posee una esperanza casi igual a d;;, dada por

2
E[D] = 0;; + djjeT
Su coeficiente de asimetria es positivo, por lo cual es bastante logica de
considerar ya que la distribucién de las disimilaridades, debe reflejar una
asimetria patente en la mayoria de los modelos de obtencion de disimila-
ridades y que es bien conocida en ambientes psicoldgicos. Esa asimetria
es puesta de manifiesto igualmente en la matriz de disimilaridades y en
el desarrollo matematico del modelo.

Sigue manteniendo una desviacién tipica proporcional a la distancia teé-
rica deseada sin depender del parametro de traslacién 6;;, ya que
2 2
C VarlDy) = (&5l - 1)

Este modelo que acabamos de proponer sera igualmente extendido al caso
en que esten presentes diferencias individuales, en el cual habra que efectuar
alguna consideracion adicional sobre el pardmetro de acotacion de la localiza-
cién. Igualmente seran propuestos bajo la hipétesis de lognormalidad tripara-
métrica, diferentes variantes en cuanto a la modelizacion de la varianza, para
reducir la dispersién en los datos de disimilaridad, tanto como sea posible, sin
el empleo de una transformacién adicional de los mismos, problema que resulta
de gran interés sobre los experimentos de perfil psicolégico y que es debido a
la naturaleza intrinseca de los individuos encuestados, por lo que no resulta
un aspecto controlable a priori y que conlleva que el disefio de procedimientos
de disminucién de dicha dispersion, constituya un factor fundamental en MDS
y en general en la mayoria de las técnicas de analisis de datos, siendo éste el
motivo por el que posteriormente se introducen diversas transformaciones, que
contribuyen a la resolucion del problema.

3.2.2 Estimacién en el modelo Euclideo homocedastico biparamé-
trico.

En esta secciéon vamos a desarrollar matematicamente el primer modelo esta-
distico que se plantea a raiz de las conclusiones anteriores, bajo la ley lognormal
biparamétrica. El procedimiento de estimacion considerado sera el de Maxima
Verosimilitud. Sea pues el modelo
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D;j ~ A(log(d:}),o2) s Wi, 0 = Tgonaplls

donde

K
d:; = Z (wim - Ijm)z

m=1

siendo
I = dimensién del espacio de la configuracion.
Bajo esta situacién la verosimilitud adopta la forma

dese
(%)

L{ler} a "X HHH o-dz]r\/—‘ 20-2

donde los productos se supondran légicamente entre los datos realmente
observados. Asi pues la log-verosimilitud sera

log L{di]r}(azv {‘Tpm}pm) =

1(8
—5( + Mlog(o ) ZZZlog ir) — Mlog(V2r)

donde

zzzm(m)

y M es el nimero de datos observados.

Veamos a continuacién los estimadores de los parametros del modelo. En
este modelo aparece un estadistico suficiente para el parametro de dispersion.
Este hecho no solo simplifica el problema de la estimacién de ¢ sino que
también implica que la estimacién de la matriz de configuracion X puede

efectuarse independientemente de la de o2

Proposicién 3.2.1 El estimador por mdxima verosimilitud de la varianza
asociada a los residuos, en el modelo Euclideo, homosceddstico, lognormal bi-
paramétrico, es:
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2 _ O
M
donde
iz,

S=3.2.2 log" | =
i 5o i
y M es el nimero de datos observados.

Otros estimadores de o? tales como un estimador insesgado o un estima-
dor Bayesiano pueden verse en Ramsay[1977]. Puesto que en este trabajo
nos decidimos por la estimacién maximo verosimil, nos quedaremos con el
correspondiente estimador de los parametros sin considerar en general otros
procedimientos de estimacion.

Se trata pues de calcular el estimador por maxima verosimilitud de la ma-
triz de configuracién X, lo cual sera efectuado, derivando en la funcién de
log-verosimilitud. La estimacién de dicha matriz de configuracién, que vendra
dada en una dimensién previamente predeterminada, se efectua a través de
las componentes de la funcién de distancia dj;. Hay que sefialar finalmente,
que puesto que S es un estadistico suficiente para o2, dada la matriz de con-
figuraciéon X, basta con sustituir o? por ¢ en la funcién de log-verosimilitud
y maximizar con respecto a X, para obtener un estimador global de la matriz
de configuracién. Veamos en primer lugar un resultado necesario para lo que
sigue.

Lema 3.2.2 En la situacién anterior, consideremos x; y x; dos puntos repre-
sentantes de los estimulos i y j y supongamos que la configuracion se encuentra
determinada en dimension I\'. Asi pues serd

T; = (wilﬁ sy Timy o 'a'TiI\")

[[;J = (I‘jl? e ,.ij, - ,ZL']'[\’)

Consideremos la distancia euclidea entre esos dos puntos que notamos por

K

d?j = Z (l?im - xjm)2

m=1
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Entonces: ad*
L =0, sip#i,j
a;”(qu
Sip=1 ad;j — (‘qu — ‘qu)
0%y, d;j
Sip=j ad;, _ (2, — ®g,)
' 5 O, d;,

Veamos ahora el calculo del E.M.V. para la matriz de configuracion X.

Teorema 3.2.3 El estimador por mdzrima verosimilitud de la matriz de con-
figuracion X, en el modelo euclideo, homoceddstico, lognormal triparamétrico,
vendrd dado por el sistema de ecuaciones:

Tpq Z tpj = Z Tjolp;
J J

V=L ueesBe ¥ 9= Lyeoey B
donde, para cada p y cada 7,

_ 1 dyir dipr

r Py

Este resultado puede verse comentado en Ramsay[1977], aunque no ha sido
probado explicitamente en dicho trabajo. La demostracion del mismo no se
expondra detalladamente en este apartado, ya que puede obtenerse como caso
particular de un resultado paralelo que sera demostrado posteriormente para
el caso general del modelo euclideo, homocedastico, lognormal triparamétrico.
En nuestro trabajo se llega a una conclusion equivalente a la obtenida por
Ramsay[1977], pero mejorada, por un lado bajo el punto de vista computa-
cional y por otro en el sentido de que las t,;, no dependeran del estimador de
la varianza, como ocurre con la soluciéon que se ofrece en el trabajo de Ram-
say[1977]. En dicho trabajo se afirma que la expresion que adoptan las t,;
viene dada por

by =0 d{ ‘ 03*' > [log (f(dyr | d;,0%)) +log (f(djpr | d;j702))]
PJ PJ )

r
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Veamos que ambas expresiones de las t,; coinciden, V p, j.
Tenemos que

D;; ~ A(log(d?j)a 02)

luego

d;:,
1 —108;2 ((2,{’)
f(dijy l drjv‘72) = Wexp —E—Q—”— Vdij >0

de donde, tomando logaritmos, se obtiene que

/ 1 di"r
log f(di;r) = —log(o) — log(d;;,) — log(V2m) — Flogz ( di- )
]

luego

N 1 d,:,
log f(d,;. | dm.,g?) — —Flogz ( = ) — log(o) — log(d,;,) — log(v/27)

L3
dpj

derivando respecto a dy; se tiene

3] 1 0 d,;
1 d. |d.. o0")=————log? 2] =
iy o 9% =~ ()
11 (dy
otdy log(d;j>

9 Lo, 11 d;p
3d;j log f(d;p | dm-,a j= -a—szlog (d*

PJ pJ

Por otro lado,

Asi pues, se concluye que

02% 83;]- S [log (£(dyr | d3j,0%)) +log (f(djpr | dy;0%)] =



José Fernando Vera Vera. 99
1 1 1 d.; 1 - d;
[ () s S e )] -
dy; Z [U 2 dy; dy; ) o dy; dy,;

1 d,: d.
= ey log( ’l”) + log (L)J = lp;
(dpj)2 Er: [ dm’ dpj "

Por tanto, queda probado que ambas expresiones son equivalentes, siendo
la expresion que se ofrece en este trabajo una alternativa analitica de mayor
consideraciéon. Ademas estd favorecida, tal y como antes mencionabamos, por
el hecho de la independencia del parametro que determina la varianza del
modelo, lo que ofrece la posibilidad de estimacion disjunta de ambos tipos de
parametros.

3.2.3 Estimacién en el modelo Euclideo homocedastico triparamé-
trico.

Se trata ahora de ofrecer una solucién al problema que antes plantedbamos
para lo cual y en la linea antes descrita, ofrecemos una primera modificacion al
modelo propuesto por Ramsay[1977], bajo el punto de vista de la distribucién
lognormal triparamétrica, como justifica al hablar sobre la distribucion de los
residuos y la necesidad de introducir un parametro de localizacion. Asi pues,
en este primer caso en que nuevamente consideramos varianzas constantes,
supondremos que las variables aleatorias D;; se distribuyen de la forma

Di o A(Gijvlog(d;j)»az) ; Zv] = 17"'7”'

J

donde

K

x : 2

dij - \j Z("Lim - T]m)
m=1

con K = dimensién del espacio de la configuracion.

En el modelo que presentamos aparecen tres bloques de parametros a esti-
mar: los pardmetros de localizacién 6;;, el valor comin de la varianza olyla
matriz de configuracién X = (z,,),,, que sera, segin las hipdtesis de partida,
una matriz n x K. Por tanto, en este modelo, la verosimilitud depende de tres
clases de parametros diferentes a estimar que constituyen un total de n x K'+2,
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si se consideran constantes los pardmetros de localizacién, o sea, si se consi-
dera 0;; = 0, Vi, j. En caso contrario, apareceran un total de n x K 4+ n? +1

parametros, siendo
og® dijr — 0
1 d5;

Lig.. il 0%, X} = exp
{dur} / ) ].:.[].;[];[ U(dij,. — GU)\/% 20'2

Nuevamente supondremos que los indices varian sobre los datos que re-
almente han sido observados sin considerar aquellos posibles datos que por
alguna razén no lo hayan sido. Por tanto, la log-verosimilitud quedara, de ma-
nera parecida al caso biparamétrico y considerando nuevamente la hipétesis
de independencia, de la forma

log Lyq,,, (0, o’ {zpm}pm) =

1[S
~5 l? +M log(aQ)] = Zzzlog(dijr —05)—-M log(v/2r)
1 J r

donde
dijr — 0

S= Y YT log? (_d_>
£ g v

y M es el nimero de datos observados.

Como puede comprobarse, la forma de la verosimilitud puede considerarse
idéntica al caso biparamétrico, salvo el pardmetro de localizacién 0;;. Asi pues,
si 0;; es conocido para el modelo, la estimacion no ofrece ninguna dificultad
y puede ser considerada idéntica a la del caso biparamétrico, salvo que donde
aparecia d;;, ahora se tiene (d;;. — 0;;). En el caso general en que 0;; no es
conocida, se estimara a partir de la muestra estudiada, de forma que si su valor
es cero, el modelo se reduce al caso biparamétricoy el empleo de este modelo no
mejoraria la resolucién del problema del MDS. Si por el contrario y como es de
esperar en unos datos afectados fuertemente por el efecto de la ley de Weber, el
valor de 0;; queda desplazado a la derecha del cero, o bien, si tomara un valor
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negativo para datos de disimilaridad con valores claramente negativos (siempre
pensando como parece l4gico, en el modelo de lognormal triparamétrica dado
por la distribucién de (D;; — 0;;) y no en el de la distribucién de (D;; + 0;;)
que podria ser enuciado equivalentemente), la presentacién de este modelo
mejora sin duda alguna al modelo simple presentado por Ramsay. Por tanto,
vamos a considerar la estimacién de los parametros del modelo, incluida la
estimacién de ,;, lo cual serd efectuado nuevamente bajo el punto de vista
de la estimacién por méaxima verosimilitud, comentando posteriormente los
inconvenientes algebraicos que se plantean en este caso, para la resolucién de
las ecuaciones de verosimilitud.

Proposicién 3.2.4 El estimador por mdzima verosimilitud del pardmetro de
la varianza asociada a los residuos, en el modelo euclideo, homoceddstico, log-
normal triparamétrico con pardmetro de localizacion 0;;, es:

.
M

6,2
donde
iz — 0

§=3.2_3 log’ (—d* “)
i ojor ]
y M es el nimero de datos observados.

DEMOSTRACION.

Se tiene que

log L = log L{4,,,3(05, 0% {Zpm }pom) =

1

-3 l% +M log(oQ)l - 20 3° 3 log(dij, — 0;5) — M log(v2m)

donde S y M son como antes. Derivando respecto de o se obtiene que

0 11— M
C RV 2% |

do? 21| o? o?
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luego
2 _ 5
M
donde

i — g
5= T X Tlog? (s
i j T tj
y M es el nimero de datos observados.
@.Q.D:

Tal y como puede apreciarse, el estimador de maxima verosimilitud de
o2, depende tanto de la matriz de configuracién X como del pardametro de
localizacién 6;;. Asi pues, en este caso, no resulta posible su estimacion al
mérgen de la de los otros parametros, ya que cuando 6;; no es conocido no
cabe mas que realizar la estimacién simultanea de todos los parametros a
través de la resolucién iterativa de las ecuaciones de verosimilitud. Después
comentaremos ampliamente el cilculo analitico de los estimadores a través de
la solucién del sistema de ecuaciones de verosimilitud. Veamos ya la estimacion
de 6;;. Para ello, consideraremos las dos posibilidades, tanto ;; variable, como
0;; constante.

Proposicién 3.2.5 El estimador de mdxima verosimilitud del pardmetro de
localizacion en el modelo euclideo, homoceddstico, lognormal triparamétrico,
viene determinado por la ecuacion de verosimilitud:

1. Para €l caso de 0,,, variable.
d,, —0 1
log (2 —"e1) 4 o2 -0
zr: dpq dpqr - gpq

2. Para el caso de 8,, = 0, constante.

di; — 0 1
X,:Z;Z . Jd?j )+02]dm_0:0
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donde las sumas estdn dadas sobre los valores realmente observados.

DEMOSTRACION.

e Calculo del estimador épq.
Se tiene que

1

9
logL:—ﬁ[ +Mlog } Zzzlog igr z])_

donde S y M son como antes. Derivando respecto de 6,

1 0

anq IOg b= 2 52 80 Z 80 lOg(dpqr = 9pq)
puesto que
0 0;
S — Z]T‘ Z]
o, = TS ()

volviendo a la ecuacion anterior se tiene que

r—o
— 2 Zlog( Pq P(I> d

de donde multiplicando por o2 y simphﬁcando, queda:

dpqr — Opq 2 1 _
Z[log( d;q o dpgr — 0 Y

r P9

et Mer

pqr r ‘rar

e Calculo del estimador 6.
Nuevamente

logL = — ;[S—I—Mlog } ZZZlog 5 =W

M log(Vv2)
se obtiene que

= (%)

—0

— Mlog(v/2n)
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donde ahora M es como antes y .S es:

$- S ¥ Lort (45=7)

Derivando respecto de € se obtiene que

d
IOgL 20_2 80 ZZZ %log gr T 9) = (*)

puesto que

w = wr T (M)

di;r — 0 1
:"szzlog( Z )d-j y
£t g T : ? wr

volviendo a la ecuacion anterior

-0

1 di‘r
)= ZE T e () ot T
1 ) r (3 l7‘ yr

multiplicando nuevamente por o? y simplificando, queda:

SEx s (270) + 1

igr

1

_920

C.Q.D.

La ecuacion de verosimilitud que acabamos de obtener, depende tanto de
o? como de las dj, por lo que para su estimacién no puede desligarse de la esti-
macién de esos parametros. Posteriormente, en el modelo euclideo ponderado,
se comentara detenidamente el proceso de estimacion de Cohen del parametro
de localizacién y se ofrecerd un procedimiento alternativo para su estimacion.

Veamos finalmente el aspecto que toman las ecuaciones de verosimilitud

para la estimacion de la matriz de configuracion X. Como podra apreciarse,
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la estimacién de la configuracion se realiza a través de la definicién de distan-
cia dj; que sea considerada, por lo que depende totalmente de dicha definicion.
En este caso la consideramos euclidea, aunque después se veran algunas ex-
tensiones en cuanto a este aspecto. Veamos ya la expresion formal de todo lo
expuesto.

Teorema 3.2.6 Consideremos en el modelo euclideo, homoceddstico, lognor-
mal triparamétrico, una representacion en un espacio de configuracion con-
junta de dimensidn K. Notemos por x; y x; a los puntos de dicho espacio,
representantes de los estimulos i y j respectivamente,

T, = (:vila' sy Timy - - .,fL',']\')
aj] — (a:jl7' " .,l']‘m,- . "-:l"j[\")

Entonces, el estimador por mdxima verosimilitud de la matriz de configu-
racion X, vendrd dado por el sistema de ecuaciones:

‘T'mztm Zwm pj
J

Wo=1,.005% ¥ Yg=1,....0

donde, para cada p y cada j,

~0, djp — 0;
W o) s ()

DEMOSTRACION.

Se tiene que
log L = log L{dij,}(eij,‘72v {2pm}pm) =

.ld [S + Mlog(o } Zzzlog igr T 1]) = ]Wlog(\/Q_;)

donde
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- S ¥ St (R

y M = el numero de datos observados.
Asi pues, tendremos que

dlog L 1 LHS _ a5
0z, 2 o Oty Oz

P
Asi pues, basta con maximizar S con respecto a x,, para obtener el maximo
de la funcion de log-verosimilitud en ese punto.

==

a Pq Pq ) 1 d
z]r - aij a -
=-2 Z Z Z log T ) oz, log(d3;) =

1 0

—0;;
. ir 7 - *
B 2ZZZIOg ( * ) d:] aqud” B

- 2T gty o (”*‘”)=

r

18 doje = 05 z,._a
J & PJ
=gy - %) Zlog( e — Oy )_
g d* d;] PJ

-C T zr_ez
_de* pqd* q Zlo ( P p)___(*)

Considerando ambos sumatorios en 7 y utlhzando la simetria en las dis-
tancias se tiene

= 23 o) (=)
J 4
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z dipe — ;
Jpr iy _
—QZ d* T Zlog ( d; ) -

1 d,:. — 0, d;., — 0.
22 (apqd* )Z [log( m:d*‘ m) +10g< Jprd*‘ JP)]
g m PJ pJ

r

Igualando a cero y simplificando queda la expresion

1 d,,.—0,: d.. — 0
— (x _:,;A)Z[log( mr* IJJ)+10g( JPT* ]P)JZO
Zj: (dpj )2 " . dpj dm'

g

Descomponiendo la diferencia entre los valores de X se tiene

— 6, dipr — 0
a'pqz @, 22[10g< ol )—Hog (J”d*—”’)J -
3 pPJ

Py

r—@ d:. —0:
_Z d* 2 JQZ[IO ( md* )-I—log( ]_p_d-,_;.]-. ]p)]

Si llamamos

-0, d., —0;
e () o)

r

se obtiene finalmente que

quthj zz;zzthm- Y= Luses i ¥ Vg =Lsureg K
j j

107

C.Q.D.

El modelo de MDS métrico sin diferencias individuales, cuya matriz de
configuracién acabamos de estimar y en general, el MDS en su totalidad, su-
fre de un grave inconveniente que necesariamente debe tenerse en cuenta a la
hora de la estimacién y sobre todo, en el momento de la interpretacion de los
resultados. En muchas ocasiones surgen una serie de indeterminaciones, que
generalmente van asociadas al modelo de distancia que es utilizado en cada
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ocasién y que afectan a la estimacién de los parametros del modelo. En el
modelo euclideo sin diferencias individuales que acaba de ser estimado, parece
evidente que tanto una traslacién como una rotacién, no afectan en ninguna
medida a la forma de la matriz de cofiguracién estimada X. Realmente, lo
que define una distancia como euclidea, no es el sistema de coordenadas tal
y como en algunas ocasiones suele ocurrir al confundir distancia euclidea con
coordenadas cartesianas. La distancia euclidea se define por su invarianza,
exclusivamente, con respecto a dos tipos de transformaciones de los puntos
y del sistema de coordenadas: traslaciones y rotaciones. Ambas transforma-
ciones mantienen fijos los angulos entre los puntos y las dimensiones. Una
medida de distancia serd por tanto no euclidea, si no es invariante respecto a
dichas transformaciones o bien si es invariante frente a otras transformaciones
distintas a las mencionadas.

Para el modelo de distancia considerado en este apartado, cualquier mo-
vimiento rigido deja invariante la matriz de configuracién X, ya que dicho
movimiento no altera la matriz de la métrica, que en esta ocasion es la matriz
identidad. Por esa razén, debido a la invarianza traslacional y a la tnvarianza
rotacional de este modelo, surgen una serie de indeterminaciones que, en este
caso, afectan a la estimacion de la matriz de configuracion conjunta X y por
tanto, a la estimacién de otros parametros que dependen de ella.

En general, en aquellos modelos de la estadistica y en particular en MDS,
en los que aparecen parametros que no estan especificados de forma tinica con
respecto a los datos, suele ser practico seguir uno de los siguientes procedi-
mientos:

1. Reducir el nimero de parametros independientes, intentando relacionar
alguno o algunos de ellos en términos de los otros.

[

Estimar sélamente ciertas funciones de los parametros, que a priori si se
encuentren definidas de forma tunica por los datos.

3. Imponer algunas restricciones sobre los parametros del modelo, que re-
duzcan el espacio paramétrico hasta obtener una regién donde éstos que-
den determinados de forma tnica a través de los datos.

De entre estas tres metodologias, solo puede afirmarse que tenga sentido en
el entorno del MDS una de ellas; concretamente la tercera. La simetria de la
parametrizacién hace que parezca poco natural fijar unos pocos parametros en
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términos de los restantes. Ademads, no existen funciones de los parametros que
sean de un interés tan especial como para su identificacién. Asi pues, parece
mas natural eliminar la invarianza traslacional y rotacional de las coordenadas
mediante el establecimiento de una serie de restricciones que definan de forma
tinica sus orientaciones y representaciones en un espacio euclideo. En este
sentido, se consideraran en este trabajo las siguientes restricciones:

Z:cim =0, Ym=1...;K

inmxﬂ:O, Vo, l=1,..., 8, m#l

La primera ecuacién implica que el origen del sistema de coordenadas se fija
en el centroide o centro de gravedad de la configuracion, con lo que se evita la
invarianza traslacional. La eliminacién de la invarianza rotacional constituye
un problema mas complicado de eliminar. Para evitarla, no resulta posible
utilizar las técnicas del analisis factorial, dada la indeterminacién de origenes
del MDS. Asi pues, a través de la segunda ecuacion se pretende eliminar dicha
invarianza, al obligar a la configuraciéon a poseer una orientacién en el sentido
de los ejes principales, o sea, la primera dimension tendra la mayor variabilidad
posible en sus coordenadas, la segunda la mayor variabilidad posible dada la
primera, etc... Esta segunda restriccién, sin embargo, no puede ser aplicada
cuando la matriz de la métrica es diagonal, como es nuestro caso, ya que
entonces, una rotacién harfa que dicha matriz tuviese valores distintos de cero
fuera de los elementos diagonales. Ademads, tiene el inconveniente de que para
configuraciones en dimensiones superiores a dos, puede resultar confusa la
interpretacién de la representacién que se obtenga, dada la indeterminacién
asociada. Por tanto, en este modelo no sera considerada, con lo que no hay
mas remedio que mantener una invarianza rotacional.

Por tanto, teniendo en cuenta estas consideraciones, parece necesario volver
a estimar la matriz de configuracién X para obtener el estimador restringido
asociado al criterio de Maxima Verosimilitud.

Corolario 3.2.7 Consideremos en el modelo euclideo, homoceddstico, lognor-
mal triparamétrico, una representacion en un espacio de configuracion con-
junta de dimension K. Sean z; y x;, los puntos de dicho espacio representantes
de los estimulos 1 y 7 respectivamente,
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Ty = (;Til,...,-’l'im,---ami]\')
g = (mjl,...,mjm,...,fﬂ()

Entonces, el estimador por mdrima verosimilitud de la matriz de configu-
racion X, sujeto a las restricciones impuestas por

Z:cim =0, Vm=l...s K

vendrd dado por el sistema de ecuactiones implicitas:

th] ]q q
By = = Lyeney®le B G52 Lo osdie

pPq Z tp]
i

donde, para cada p, 7 y q,

o —r -
o= e (P + o (P2 )

y donde el multiplicador de Lagrange i, viene determinado a través de

Zzup piTjq
,uqz—— con u,=

o? Z Up ' Z tyj
P

DEMOSTRACION.

Para la estimaciéon por maxima verosimilitud bajo restricciones de la ma-
triz de configuracién X, vamos a emplear el método de los multiplicadores
de Lagrange, cuyos coeficientes notaremos por p,. Asi pues, tratamos de
maximizar la funcion

Q(‘Y) = log L{dm~}(0ija ‘72’ {xpm}pm) a ZMm (Z *Tim)

g 2 :
Por tanto, derivando log Lyq,,,(0;;,0 s {Zpm }pm) Tespecto de un valor z,,
se tiene, en virtud del teorema anterior, que:
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0 1 1 d,:..—0_. o —
log F s es A lo u)+10 (JP'_lB)J
Oz, 0 0 ; (@7 ]q)zr: [ g( dy; "\

Por otro lado

0
I ;Nm (; xim) —

Si llamamos

— ds,. —8;
e G R ]

las ecuaciones de verosimilitud pueden escribirse de la forma

0 ’
Jr Q(X) =z, Z tpj — th T+ ”002 =0
Tpq P

d

a,u Z Tig =
Si despejamos, en la primera ecuacion, z,, se tiene que
2
Z tpiTiq — HqO
Pg =
Z tp;
J
Para obtener y,, basta con sumar la expresién anterior en p y se obtiene

Ztm Tjq

2
= A —-——,ua e
Z - zP: Ztm’ ! Zztm

p P
]

de donde, despejando en i, se tiene finalmente

Z Z Uplp; T
_2
o Z U,
P

Hg = con u,=

"
Z tpj
3
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C.Q.D.

Para finalizar el estudio en este primer modelo, habria que hacer hincapié
en dos aspectos fundamentales: Por un lado, estudiar la resolucién a través de
procedimientos numéricos de dichas ecuaciones y por otro, estudiar la distri-
bucién asintética de los estimadores que de esas ecuaciones se deduzcan.

La primera cuestién, aunque es de caracter exclusivamente analitico, sera
tratada en un apartado especial, en donde se ofrecera un resumen de las lineas
generales que se siguen para la resolucion de sistemas de ecuaciones no linea-
les, en el entorno del analisis numeérico, aplicadas a la estimacion por maxima
verosimilitud. Concretamente, seran descritos sin entrar en profundidad en
su desarrollo, los métodos principales que usualmente son empleados para la
resolucion de sistemas de ecuaciones de verosimilitud. Ademas de éstos méto-
dos derivados del de Newton-Raphson, en este caso sera descrito un método
particular que ha sido desarrollado para dar solucién a los sistemas de e<ns1:XMLFault xmlns:ns1="http://cxf.apache.org/bindings/xformat"><ns1:faultstring xmlns:ns1="http://cxf.apache.org/bindings/xformat">java.lang.OutOfMemoryError: Java heap space</ns1:faultstring></ns1:XMLFault>