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Resumen

La Reduccién de Mineral es uno de los procesos mas importante y complejo que tiene
la tecnologia lixiviacion carbonato amoniacal de mineral reducido de produccién de
niquel (proceso CARON). Para favorecer el desarrollo de las distintas reacciones
quimicas que deben producirse, es necesario mantener un determinado perfil térmico y

gaseoso dentro de los hornos mediante la combustioén incompleta del petrdleo.

Este tipo de proceso, por naturaleza, es un alto consumidor de portadores energéticos,

entre los que sobresalen: aire, vapor, electricidad y petroleo tecnologico.

Conocer con antelacién cdmo se comportaria cualquiera de estas variables en el futuro,
constituye una informacion muy valiosa y supone una indudable ventaja competitiva. Se
trata de una herramienta de evidente interés tanto desde el punto de vista econdmico,

como para la gestion y el control de procesos industriales.

En esta memoria de Tesis Doctoral se presenta una propuesta de solucién que es capaz
de predecir el consumo de petrdleo en cimaras, como parte de algunos de los procesos

que estan presentes en la Reduccién de Mineral.

Basada en técnicas de Softcomputing, nuestro modelo ha incluido la hibridacién e
integracion de diversas técnicas y paradigmas de programacion tales como, algoritmos
de busqueda local, algoritmos evolutivos multiobjetivo y redes neuronales de funciones

de base radial.

El empleo de las redes de funciones de base radial como aproximador funcional
partiendo de un conjunto de datos reales, demuestra la utilidad de esta técnica en

aplicaciones realistas de indudable interés socio econémico.

-13-
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Abstract

Ore reduction is CARON Technology most important and complex process for Nickel
production. In order to support the development of the several chemical reactions that
must occur in this process, it is necessary to keep a specific heat and gaseous profile

inside the ore reduction roasters by means of oil incomplete combustion.

This kind of process, by nature, is a high consumer of energetic bearer, within which air,

steam, power and technological oil are highlighted.

To know in advance the future behaviour of one of these variables, is very valuable
information and it is supposed to have an undoubtedly competitive advantage. It is a
tool of great interest from the economic point of view as well as for management and the

control of industrial processes.

This Doctoral thesis memory contains a proposal for solution that is able to predict oil
consumption inside the chambers, as part of some of the processes that are present in the

Ore Reduction process.

It is based on Soft computing techniques and it integrates elements of dynamic
neuroprogramming, evolutional optimization algorism and procedures for perdition or

modeling based on neuronal networks and orthogonal transformations.

The use of Radial Base Function Networks as a functional approximation from a set of

real data shows its feasibility for use in practical application.

The algorism used in the approximation module for prediction of the main function
inside the system, is based on the genetic algorism with classification that is not
designated in its second version ( NSGA-II)
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Tenemos un problema jQué fastidio!
Bueno, vamos a intentar solucionarlo. ;Sabemos como hacerlo?
No. Entonces, a probar.
(Podemos generar varias soluciones validas a ese problema?
Ya, claro que podemos, pero van a ser todas muy malas soluciones.
Bueno, no importa. Las generamos: 40, 100, las que sean.
(Alguna es mejor que otra? Todas son malas, pero unas son menos malas que otras.
Cogemos las mejores, las otras las eliminamos.
.Y ahora qué?
Bueno, las podemos coger de dos en dos y mezclarlas a ver si sale algo bueno ;51?
Bueno, a veces funciona. Vamos a hacerlo otra vez. Y otra.
También podemos mezclarlas de otra forma.
iOye esto se estanca, ahora son todas iguales!
Entonces, vamos a coger de vez en cuando alguna de las malas, no s6lo de las buenas.
.Y si hacemos pequefios cambios al azar en pequefias zonas de alguna solucion,
a ver si alguna da en el clavo?
Vale...

iOye, esto estd mejorando! [29]
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Capitulo 1

Introduccion

En este primer capitulo se presentan los antecedentes, motivaciones, objetivo y

metodologia de investigacion utilizada al abordar el problema objeto de estudio.

También se presenta brevemente la estructura de la Tesis, comentando el contenido de

los diferentes capitulos.

Por ultimo, luego del resumen de contenidos, se describen las principales contribuciones

resultantes del trabajo realizado en estos afios.

1.1 Antecedentes

La Universidad de Granada, Espafia y la Universidad de Holguin, Cuba, conscientes de
la importancia de afianzar las relaciones interuniversitarias, han convenido en aunar
esfuerzos para llevar a buen término un Programa de Doctorado en Informidtica que
contribuya a facilitar una formacion avanzada y orientada a cualificar recursos humanos
que impulsen la docencia y la suficiencia investigativa en el campo de la investigacion
educativa y la formacién de profesorado, en las que ambas instituciones tienen intereses

comunes.

Desde la reciprocidad y compromiso mutuos, y con la experiencia lograda en la
formacién de Doctores; ambas instituciones ponen a disposicidn sus cuadros académicos
e investigadores, asi como las posibilidades que hoy ofrece la avanzada tecnologia en el
campo de la ensenanza-aprendizaje de alto nivel y excelencia, para obtener los beneficios

futuros que en los ambitos profesionales e institucionales ambas anhelan.
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Como novedad de este proyecto cooperado, cabe destacar, la privilegiada participacion
de la Empresa Ernesto Guevara, la cual viene mostrando un interés creciente en la
resolucion de problemas reales con métodos e investigaciones cientificas, demostrando
ademas que las mismas no son patrimonio sélamente de instituciones docentes de alto

nivel o centros de investigacion.

Esta empresa estatal, conocida también como Planta de Niquel de Punta Gorda, es un

complejo minero-metaltirgico con 20 afos de funcionamiento.

1.2 Motivacion

Atendiendo a la idea que esta en la base de este trabajo, la humanidad hace tiempo que
busca mejores maneras de realizar las tareas cotidianas de la vida. A través de su
historia, se puede observar la larga busqueda de fuentes mas efectivas de alimentos al
comienzo y luego de materiales, energia y manejo del entorno fisico. Sin embargo,
relativamente tarde, comenzaron a formularse ciertas clases de preguntas generales de
manera cuantitativa, primero en palabras y después en notaciones simbodlicas. Un
aspecto predominante de estas preguntas generales era la busqueda de lo "mejor" o en su

defecto, lo "éptimo".

Se han realizado grandes esfuerzos por describir complejas situaciones humanas y
sociales. Para tener significado, esto deberia escribirse en una expresion matematica que
contenga una o mas variables, cuyos valores deben determinarse. La pregunta que se
formula, en términos generales es, ;qué valores deberian tener estas variables para que
esa expresion alcance el mayor valor numérico posible (maximizacién) o el menor valor
numérico posible (minimizaciéon)? A este proceso general de maximizacion o

minimizacion se le denomina “Optimizacion” [16].

En los problemas de decision, que normalmente se presentan en cualquier ambito
industrial, empresarial o en la misma vida cotidiana, partimos de una serie de recursos,
de unos requisitos minimos que hay que cumplir, los cuales condicionan la eleccién de la
mejor solucion a nuestra decision para alcanzar algiin objetivo. Expresado en términos
matematicos se trata de optimizar una funcidn objetivo (la decision), sujeta ésta a una

serie de restricciones (los recursos escasos o requisitos minimos).

Los actuales intentos de Cuba de prosperar a partir de bases propias de desarrollo, se
han extendido a todas las ramas de la economia a fin de lograr una pronta recuperacion
nacional. Para lograr este objetivo se hace imprescindible adoptar tecnologias que se
encuentran adecuadas a las necesidades de equilibrio con el estado cientifico técnico del
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mundo contemporaneo. Debido a esto, las estrategias y politicas seguidas por el estado
en el campo de la informacién, orientan el desarrollo de las técnicas de computacién al
logro de elevados objetivos econdémicos y sociales en todas las manifestaciones. Dichas
técnicas se encuentran llamadas a convertirse en la ciencia sobre la cual se erija
necesariamente la sociedad. Por tanto, la introduccion de éstas en el desarrollo
econdmico social debe elevar el nivel de vida y cultural del pueblo, provocar la apertura
de nuevas lineas de investigacion y desarrollo, asi como incrementar y diversificar la
produccion y la consolidacion de nuevas relaciones internacionales. De esta forma se
deberdn ir creando las condiciones para lograr satisfacer las crecientes necesidades

materiales y espirituales del pais de forma armonica y proporcional [15].

Cuba posee crecientes y exclusivas ventajas naturales para la explotacion del niquel,
cuyo aprovechamiento adquirié una singular importancia después de los anos 90. La
etapa inicial del desarrollo de esta industria se remonta a principios del siglo XX, pero su
consolidaciéon como parte de la estructura econdmica de la isla ocurrié6 cuando se
construy6 la planta de Nicaro, la cual aportd las primeras producciones de éxido de
niquel en diciembre de 1943. Parte de los yacimientos niqueliferos mas importantes del
mundo se encuentran en Cuba, los cuales representan aproximadamente el 37.3% de las
reservas mundiales. Los mds conocidos se localizan en la provincia de Holguin,
constituyendo los mayores los de la regién de Levisa y Mayari, y los mas ricos en
mineral los ubicados en la region de Moa. De menor importancia los hay en la bahia de
Tazo (al este Moa), la Meseta de Cajalbana en la occidental provincia de Pinar de Rio, y la

Meseta de San Felipe (al centro de Camagtiey).

Uno de los principales retos a los que se enfrenta esta industria actualmente es la
expansion de su produccion con técnicas que ahorren gastos de portadores energéticos y

generen mayor eficiencia metaltirgica [88].

La caracterizacion y el mejoramiento de las condiciones operacionales utilizando técnicas

computacionales forman parte de las estrategias planteadas en ese sentido.

1.3 Objetivo

La utilizacién racional de los recursos es una condicién indispensable de cualquier
proceso productivo que pretenda insertarse, con un minimo de competitividad, en la
economia contemporanea. En este sentido, los procesos de produccion de niquel, no son

la excepcion dentro de la manufactura moderna.
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Practicamente desde sus origenes, los estudios se han centrado en aspectos de la
mineralogia, siendo el tema metaltirgico menos tratado por su complejidad y altos costos

asociados a la automatizacion en general.

Al revisar y consultar tanto la realidad actual, como la literatura especializada, se
evidencia que en la practica productiva esta presente la siguiente situacion problémica:
existencia de un volumen considerable de datos de proceso, asi como la ausencia de
herramientas informaticas de analisis de los mismos, que conlleva a que la organizacion
no posea un control efectivo sobre el comportamiento futuro de muchos de los procesos
que estan presentes en su funcionamiento, implicando que en muchas ocasiones no se
adecuan a las variadas condiciones de trabajo, impidiendo a su vez la toma de las

mejores decisiones.

Por otro lado, las técnicas tradicionales de operacion de estos procesos requieren de una
actualizacion para lograr un mayor grado de afinacion y seguimiento. La época en que
las materias primas no reportaban grandes costos quedo en el pasado; incidiendo hoy de

manera significativa en los resultados contable-financieros de la empresa.

La situacion anterior es provocada por la existencia del siguiente problema cientifico: los
sistemas actuales que se utilizan para la supervision y el control de la Reduccion de
Mineral no soportan los elementos necesarios que permitan formular e implantar una
estrategia para analizar el progreso actual y definir la direccion futura del

comportamiento de ciertos procesos claves en su operacion.

Para dar solucién a este problema, se plantea la siguiente hipdtesis: la aproximacion
funcional mediante redes de funciones de base radial permite crear modelos que son

capaces de aproximar con aceptable precision problemas del mundo real.

Para validar la hipotesis anterior, como objetivo general del presente trabajo se propone:
mostrar como la combinacion de nuevas metaheuristicas y su aplicacion en el Proceso de
Reduccion de Mineral puede ser una alternativa de solucion para predecir el comportamiento a

corto plazo del consumo en los subsistemas energéticos.
En vista a cumplimentar el objetivo anterior, se han trazado las siguientes tareas:

1. Realizar un andlisis bibliografico asociado a nuevos procedimientos y modelos
que pueden ayudar a la resolucion de problemas del mundo real.

2. Conocer la estrategia de desarrollo y aplicaciones de los nuevos modelos de redes
neuronales basados en RBF que forman parte de las lineas de investigacion del
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Departamento de Arquitectura y Tecnologia de Computadores de la Universidad
de Granada.

Definicion y planteamiento del caso seleccionado.

Establecimiento y caracterizacion de las funciones objetivos.

Conformar los juegos de datos que serviran de base a los experimentos.

ARSI

Desarrollo y aplicaciéon de un método basado en algoritmos genéticos, para la
prediccion del indice de consumo de portadores energéticos.
7. Ejecucion del proceso de aproximacion funcional y andlisis de los resultados

obtenidos.

1.4 Estructura General

El documento estd compuesto por 6 capitulos y un apéndice, cada uno de los cuales

queda resumido como sigue:

En el Capitulo 2 se hace referencia a un conjunto de técnicas que se reunen bajo el
nombre de SoftComputing, y su empleo en el tratamiento de la informacién. Las
metodologias que se agrupan en torno a ella suponen un cambio con respecto al
razonamiento clasico y modelos aproximados en los que se basa la logica booleana, los
modelos analiticos, clasificaciones precisas, y busquedas deterministas respectivamente.
Posteriormente se describen las Redes de Funciones de Base Radial, que se han elegido
como el elemento computacional, que en el nivel mds inferior se encarga de realizar el
procesamiento de los datos de entrada, para obtener las correspondientes salidas del
modulo de Aproximacion Funcional del modelo propuesto. Esta descripcién comienza,
detallando las bases estructurales y de funcionamiento de estas redes, continuando con
un estudio de las propiedades que las caracterizan. Seguidamente se hace un repaso de

los métodos que se recogen en la bibliografia para disefiar y optimizar este tipo de redes.

En el Capitulo 3 se realiza una descripcion a modo de resumen del Proceso Industrial de
Punta Gorda. Es importante, para poder llegar al planteamiento del problema, obtener
la mayor cantidad posible de informacion sobre el funcionamiento del sistema objeto de
estudio. Todos los elementos recogidos en este capitulo han sido aportados por
documentos elaborados por la propia industria, asi como de la experiencia adquirida por
60 afios de explotacion de yacimientos de niquel. Los niveles de automatizacion actual de
Punta Gorda, han permitido conformar una base de datos sobre la operacion tecnoldgica
de todas sus areas y es en este capitulo donde con mas precision se hace referencia a la
misma. Esos datos nos permitirdn un acercamiento cualitativo al proceso de Reduccion

de Mineral. Se incluye luego el planteamiento general del problema desde el punto de
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vista funcional. El problema de aproximacion de una funcién desconocida al que nos
enfrentamos, se puede plantear como un problema de optimizacion. De esta forma se
tiene un espacio de busqueda donde cada uno de sus puntos representa una solucién a

nuestro problema de aproximacion.

En el Capitulo 4 se detalla la filosofia de funcionamiento del modelo propuesto, de igual
manera se hace referencia a uno de los mejores algoritmos multiobjetivo desarrollados,

para luego describir el algoritmo utilizado en la aproximacion funcional.

En el Capitulo 5 se presentan los experimentos realizados con el conjunto de datos
aportados por la operacion del proceso de Reduccion de Mineral, con los cuales se
pretende adquirir conocimiento en relaciéon con el comportamiento de la variable objeto

de la prediccion.

En el Capitulo 6 se presentan las conclusiones obtenidas, los principales aportes y se

establecen las posibles lineas de investigacion.

Por ultimo se enumera la bibliografia usada como consulta para alcanzar los
conocimientos basicos necesarios sobre los diferentes temas a que se ha hecho referencia

a lo largo de esta memoria.

1.5 Alcance y contribuciones

Como resultado de nuestro trabajo de investigacion se pueden considerar las siguientes
aportaciones

1. El desarrollo de una metodologia que utiliza por primera vez técnicas de

Softcomputing para solucionar de problemas de prediccion realistas planteados

en la industria del Niquel en Cuba.

2. El andlisis de las diferentes variables que se miden en los sistemas de supervision
y control de la planta de hornos de reduccién con la finalidad de formular el

problema de la prediccion del indice de consumo de petroleo en cimaras.

3. El desarrollo, la aplicacion y el andlisis de resultados de aproximacion funcional
un procedimiento hibrido cuyos pardmetros se han determinado medinate el uso
de varias de las técnicas asociadas al SoftComputing, entre las que destacan los
algoritmos evolutivos para aproximaciéon multiobjetivo y la seleccion de

variables.
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4. Los resultados obtenidos han sido altamente satisfactorios, corroborando que la
formulacion del problema planteado ha sido enfocada de manera adecuada. Se
logré obtener una aproximacion funcional con un margen de error de un 2.1%

aceptable para la operacion de la industria.

5. Relacionado con el trabajo presentado se pueden citar las publicaciones descritas

en el anexo A.
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Capitulo 2

Soluciones a problemas del mundo real

Este capitulo hace breve referencia a un conjunto de técnicas que se retinen bajo el
nombre de Softcomputing (computacion flexible), y su empleo en el tratamiento de la
informacion. Las metodologias que se agrupan en torno a ella suponen un cambio con
respecto al razonamiento clasico y modelos aproximados en los que se basa la logica
booleana, los modelos analiticos, clasificaciones precisas, y busquedas deterministas
respectivamente. La idea principal de todas ellas es "explotar la tolerancia de la
imprecision, la incertidumbre, la verdad parcial, los procesos estocasticos y la
aproximacioén con el fin de conseguir un problema mas tratable, robusto, con una

solucion menos costosa y con una mejor relacion con la realidad" [134].

Concretamente se estudiaran las redes neuronales artificiales, la computacion evolutiva y
la logica difusa. Incluso se abordara alguna extension de éstas, como son los métodos
coevolutivos cooperativos o la hibridacion de algunas de estas técnicas como seria el

desarrollo de redes neuronales mediante algoritmos evolutivos.

La capacidad del ser humano para predecir el comportamiento de su entorno, se ha ido
incrementando con el paso del tiempo. De igual modo, ha comprendido que, si bien era
capaz de controlar muchos aspectos de su vida, y su interaccion con lo que le rodeaba, no

lo era para otros tantos.

La inteligencia artificial es responsable de muchos de esos logros. Los pioneros de esta
ciencia estaban tan interesados en la electrénica, como en la biologia, y por eso sus
aplicaciones iban desde calcular trayectorias de misiles, a tratar de modelizar el cerebro,

de imitar el proceso de aprendizaje humano, y de simular la evolucién bioldgica.
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Los afios ochenta en el siglo pasado marcan el florecimiento del interés de la comunidad
cientifica por estos temas computacionales inspirados en la biologia, que han visto como
su desarrollo les llevaba a cotas inimaginables, primero en el campo de las Redes
Neuronales, luego en el del Aprendizaje, y por ultimo en lo que ahora se conoce como
“Computacion Evolutiva”, de la que los algoritmos genéticos constituyen su maximo

exponente [82].

El abundante trabajo de investigacion con estas metodologias ha dado origen a un rapido
aumento en la variedad y en la comprension de los denominados sistemas inteligentes,
con sus correspondientes aplicaciones tanto en productos para consumo doméstico,

como en aplicaciones industriales.

2.1 Una Taxonomia para el Softcomputing

Varios son los trabajos presentados en relacion a este conjunto de metodologias. Desde el
primer articulo publicado con relacion al Softcomputing hasta nuestros dias, el concepto
inicial ha sufrido muchos cambios y actualizaciones, pero se puede definir de manera
muy general con la siguiente afirmacion: “es una asociacién de metodologias de computacion
centradas en la Neurocomputacion, en el cilculo mediante Algoritmos Genéticos y en la Logica
Difusa” [66].

SOFTCOMPUTING
Redes Neuronales Algoritmos Evolutivos Logica Difusa

Figura 2-1: Una Taxonomia para el Softcomputing

Las redes neuronales son estructuras computacionales que pueden ser entrenadas para
aprender una serie de patrones a partir de unos ejemplos, y posteriormente proporcionar

resultados sobre nuevos datos.

Los algoritmos genéticos, metodologia propuesta por Holland, nos proporcionan un
mecanismo de buisqueda global en el espacio de posibles soluciones. En este espacio, una

poblacién de soluciones candidatas (posibles soluciones), codificadas como cromosomas,
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son evaluadas mediante una funcion de aptitud (fitness) con relacion a su
comportamiento; las mejores soluciones evolucionan, pasando sus caracteristicas a sus

sucesores.

La légica difusa, metodologia introducida por Zadeh [85], nos proporciona un lenguaje,
con una sintaxis y una semadntica, que podemos utilizar para expresar nuestro
conocimiento sobre el problema a resolver. Su principal caracteristica es su robustez, el

mecanismo de razonamiento que utiliza y lo facil de entender por un ser humano.

Uno de los principales objetivos del Softcomputing es proponer y ofrecer una base para
la concepcidn, disefio y aplicacion de sistemas inteligentes que empleen metodologias
inspiradas en el comportamiento de sistemas bioldgicos, y no metodologias aisladas de

la realidad natural de los problemas que se intentan resolver.

Los sistemas convencionales de tratamiento masivo de la informacion han visto
aumentada su capacidad de calculo gracias a los avances obtenidos en microelectronica,
y en el disefio de computadores de caracter especifico, lo que deriva a sistemas mas
potentes, obteniendo resultados con una precision muy elevada; demasiado elevada si lo

comparamos con la imprecision innata del mundo real.

En este contexto, hay dos aspectos que han de ser considerados. Por un lado, existen
muchos problemas que debido a su propia naturaleza, no pueden ser resueltos con las
técnicas convencionales, principalmente porque o no se tiene la informacién necesaria
para modelar el sistema o no se conoce lo suficiente. Este tipo de problemas es la norma
general en el estudio de sistemas sociales a gran escala, en la determinacion de planes

econdmicos, y sistemas de toma de decision en procesos industriales.

Otro tipo de problemas que presentan esta caracteristica son aquellos tipicos en
inteligencia artificial, especialmente en donde se intenta utilizar un tipo de razonamiento

cercano al humano.

El otro motivo del uso de las metodologias de Softcomputing, y quizds el mas
importante, es que, “en contraste al sistema tradicional de tratamiento de la informacién
mediante ordenadores, Softcomputing es tolerante con la imprecision, la incertidumbre y

la verdad parcial” [25].

Softcomputing imita la capacidad humana de tomar decisiones en un entorno de

incertidumbre e imprecision.

-39 _



2.2 Redes Neuronales Artificiales

2.2.1 Introduccién
Una Red Neuronal Artificial (RNA) consiste en un conjunto de elementos de proceso,
también conocidos como neuronas o nodos, los cuales se van a interconectar seguin

distintos modelos.

Las RNAs suponen un nuevo modo de computacion que propone un modelo de

procesamiento distribuido y paralelo.

En este modelo, los elementos de proceso o neuronas realizan una funciéon muy simple,
suele existir gran cantidad de éstas y estdn masivamente interconectadas. Estas
interconexiones van a estar caracterizadas por unos pesos que regulan los envios de

senales o datos, entre neuronas.

Una RNA adquiere su habilidad o se prepara para desarrollar su cometido, aprendiendo
mediante ejemplos o patrones. Este aprendizaje consiste basicamente en la adaptacion de

los pesos que definen las interconexiones.

Asi, una RNA, va a venir definida por su arquitectura (topologia y celda) y su algoritmo
de aprendizaje. La computacién neuronal presenta ademas una serie de ventajas como
por ejemplo: potencial para la computacion paralela masiva, robustez ante la presencia
de ruido o el fallo de alguno de sus componentes, capacidad de adaptacion mediante

aprendizaje, etc.

Todas estas ventajas implican que las redes neuronales se apliquen o se puedan aplicar a

practicamente cualquier tipo de ciencias existentes en el mundo actual.

2.2.2 Fundamentos
Los fundamentos de las RNAs se encuentran en el cerebro humano o lo que es lo mismo
en las redes neuronales naturales. El cerebro humano esta compuesto por un gran

numero de neuronas, unos 10.000.000.000, las cuales estdn masivamente interconectadas.

Cada neurona es una celda especializada que puede propagar una sefial electroquimica.

Una neurona natural, figura 2-3, consta de tres partes:

1. Una estructura de entrada muy ramificada, denomindndose a estas
ramificaciones dendritas.

2. Un cuerpo.
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3. Una estructura de salida, también ramificada en su parte final, denominada axon.
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Figura 2-2: Neurona natural

El axon de una celda se conecta a las dendritas de otra mediante la sinapsis. Cuando una
neurona se activa, envia una sefal electro-mecanica a través del axdon. Esta senal
atraviesa la sinapsis de otras neuronas, y dependiendo de ciertos factores, puede a su vez
activarlas. Una neurona se activa solo si el total de sefal recibida en su cuerpo, por las

dendritas, supera un cierto nivel, también conocido como umbral de activacion.

Por ultimo resaltar la importancia de la sinapsis en este funcionamiento, ésta se podria
describir como un espacio con neurotransmisores quimicos que regularian la transmisién
de la senal de una neurona a otra. De hecho, y segtin diversas investigaciones, durante el

proceso de aprendizaje humano, se van determinando convenientemente estas sinapsis.
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Figura 2-3: Mdquina de Von Newman
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2.2.2.1 Computacion neuronal frente a la computacion tradicional

La computacion tradicional se va a identificar con aquella que realiza la conocida como
maquina de Von-Newmann. Esta maquina, cuyo esquema se observa en la figura 2-4,

ejecuta repetidamente los pasos del Algoritmo 2-1.

1. Cargar una instrucciéon de memoria.

2. Cargar de memoria los datos requeridos por la instruccion.
3. Ejecutar la instruccion (procesar los datos).

4. Guardar los resultados en memoria.

5. Volver al paso 1.

Algoritmo 2-1: Funcionamiento de la mdquina de Von-Newmann

Este modelo de procesamiento de informacién implica que las computadoras
tradicionales deban ser explicitamente programadas para resolver un problema, es decir,
alguien debe de haber analizado el problema en profundidad y haber definido la serie de
instrucciones (programa o algoritmo) que el computador debe seguir. El problema,
usualmente tiene asociados un conjunto de datos en una estructura definida, y la

computacion consistird en la manipulacion de los datos dirigida por el programa.

Otra caracteristica de esta computacion es que hay una clara correspondencia entre las
estructuras de datos tratados (nimeros, matrices, registros,...) y el hardware de la

maquina, guardandose cada uno en un bloque de memoria determinado.

Ademas la degradacion o destruccion de unas pocas localizaciones de memoria suelen

provocar que el programa deje de funcionar.

La computacion neuronal difiere bastante de este tipo de computacion. Desde el punto
vista del procesamiento, se cuenta con un gran numero de elementos de proceso,
masivamente interconectados. A la hora de resolver problemas, el usuario debe permitir
que la red adapte, por si misma, durante un periodo de aprendizaje. Este aprendizaje
estd basado en patrones, de modo que éstos, se le van pasando a la red, y los pesos de las
interconexiones se van ajustando. Después del suficiente entrenamiento, la red esta

preparada para ofrecer soluciones viables a nuevos problemas.
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Este tipo de computacién presenta ademas como caracteristica una robustez ante ruido
en las entradas o ante ciertos fallos de hardware, de modo que estos factores afectan poco

o muy poco al conjunto de los resultados.

Todo esto implica también cierta diferencia en los tipos problemas que resuelven mejor
un tipo de computaciéon u otra. A groso modo, la computacion tradicional estd
especialmente indicada en problemas donde la solucion se consigue ejecutando una serie

de pasos, aquellos que tienen una solucion matematica clara.

Por otro lado, serd mas idéneo usar computacion neuronal en problemas que no estan
bien definidos, donde existen ambigiiedades, y gran cantidad de informacion, por

ejemplo en el reconocimiento de patrones.

2.2.3 Arquitectura

La neurona artificial es el elemento de proceso de este sistema de computacion y en una
red podemos encontrar cientos o miles de éstas. Una neurona o nodo, figura 2-4, va a
constar de una serie de entradas (las cuales suelen tener asociado un peso), una salida y

viene caracterizada por una funcién de activacion.

Una neurona recibe datos o sefiales por sus entradas, las cuales pueden estar conectadas
a las entradas del sistema o a otras neuronas. Estos datos suelen ser multiplicados por
los pesos correspondientes, para emular el efecto de la sinapsis en las neuronas

naturales. Asi:

donde xi es la entrada y wi el peso. Partiendo de estos datos y dependiendo de la funcién

de activacion se obtendra un valor u otro en la salida.

/ \ A\
Py
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Z ?."-f‘ f}"
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Figura 2-4: Neurona artificial
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Existen funciones de activacion con diferentes formas. Inicialmente se pude partir de una
funcién basica que sélo tome dos valores en funcién de si se supera o no un umbral por
parte de las entradas. Una de las funciones de activacion mas clasicas fue propuesta por

[89] y su salida sera igual a:

1 si n>86

f(77)={_1 i <6 22

Denominandose a esta funcion paso (step-function 6 hard-limiter), siendo 6 el umbral de

la funcién de activacion.

Otra de las funciones de activacion mas conocida es la sigmoidal, la cual emula bastante

bien el comportamiento de las neuronas naturales y utiliza la siguiente férmula:

1
S =1 2-3

Las redes utilizadas en este trabajo usan como funcién de activacion una gausiana, cuya
salida es la tipica campana de Gauss. En este caso el concepto de funcién de activacion

cambia un poco, pues la salida de esta depende de un centro ¢ y un radio o.

f(x) = o~} 2.4

En este caso tanto x, como ¢, pueden tener varias dimensiones y | - | es la norma

euclidea.

2.2.4 Principales modelos de Redes Neuronales
Los distintos modelos de red neuronal pueden clasificarse de acuerdo con cuatro

criterios basicos [59]:

Naturaleza de las sefales de entrada y salida
Topologia de la red

Mecanismo de aprendizaje que utilizan

L N

Tipo de asociacion de las sefiales de entrada y salida y la forma de representar
estas senales.
Las distintas posibilidades de presentarse estos aspectos junto con las distintas funciones

de activacion y transferencia nos permiten la clasificacion de los distintos modelos.
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2.2.4.1 De acuerdo con su Naturaleza: Analodgicas, Discrtetas, Hibridas

De acuerdo con la naturaleza de las sefiales de entrada y de salida podemos clasificar las

redes neuronales en analdgicas, discretas (generalmente, binarias) e hibridas.

Las redes analdgicas procesan datos de entrada de naturaleza analdgica, valores reales
continuos, habitualmente acotados y usualmente en el compacto [-1,1] o en el [0,1], para
dar respuestas también continuas. Las redes analdgicas suelen presentar funciones de
activacion continuas, habitualmente lineales o sigmoides. Entre estas redes neuronales
destacan las redes de Backpropagation, la red continua de Hopfield, la de
Contrapropagacion, la Memoria Lineal Asociativa, la Brain-State-in-Box, y los modelos

de Kohonen (mapas auto-organizados (5.0.M.)y Learning Vector Quantizer, (L.V.Q.) .

Las redes discretas (binarias) procesan datos de naturaleza discreta, habitualmente {0,1},
para acabar emitiendo una respuesta discreta. Entre las redes binarias destacan la
Magquina de Boltzman, la Maquina de Cauchy, la red discreta de Hopfield, el Cognitrén
y el Neogognitron.

Las redes hibridas, procesan entradas analogicas para dar respuestas binarias, entre ellas

destacan el Perceptrdn, la red Adaline y la Madaline.

2.2.4.2 De acuerdo con su Topologia: Monocapa y Multicapa

Las neuronas de una RNA suelen estar masivamente interconectadas y se suelen agrupar
en capas que indican su situacion con respecto a las entradas o salidas de la RNA. Asi las
neuronas de la capa de entrada o las neuronas de la capa de salida tienen una conexion
directa con la entrada o salida a la red, mientras que el resto de las neuronas se engloban

dentro de la que se denominan capa ocultas.

El nimero de neuronas y capas que se necesitan dado un determinado problema

dependen tanto del problema como del modelo de RNA que se esté utilizando.

Por lo que hace a la topologia de la red, las redes pueden clasificarse de acuerdo con el
numero de capas o niveles de neuronas, el numero de neuronas por capa y el grado y
tipo de conectividad entre las mismas. La primera distincién a establecer es entre las

redes Monocapa y las Multicapa.

Las redes Monocapa sélo cuentan con una capa de neuronas, que intercambian sefiales
con el exterior y que constituyen a un tiempo la entrada y salida del sistema. En las redes

Monocapa (red de Hopfield o red Brain-State-in-Box, maquina de Boltzman, maquina de
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Cauchy), se establecen conexiones laterales entre las neuronas, pudiendo existir, también
conexiones autorrecurrentes (la salida de una neurona se conecta con su propia entrada),

como en el caso del modelo Brain-State-in Box.

Las redes Multicapa disponen de conjuntos de neuronas jerarquizadas en distintos
niveles o capas, con al menos una capa de entrada y otra de salida, y, eventualmente una

o varias capas intermedias (ocultas).

2.2.4.3 De acuerdo ala asociacion de las entradas/salidas: Hacia delante y Hacia atras

Normalmente todas las neuronas de una capa reciben senales de otra capa anterior y
envian sefiales a la capa posterior (en el sentido Entrada - Salida). A estas conexiones se
las conoce como conexiones hacia delante o feedforward. Si una red sélo dispone de

conexiones de este tipo se la conoce como red feedforward.

Sin embargo, puede haber redes en las que algunas de sus neuronas presenten
conexiones con neuronas de capas anteriores, conexiones hacia atras o feedback. En tal

caso hablaremos de una red feedback o interactiva.

Entre las primeras destacan los distintos modelos de Kohonen, aunque presentan
conexiones laterales y autorrecurrrentes, el Perceptron (multicapa) o M.L.P., las redes

Adaline y Madaline, la Memoria Lineal Adaptativa y las Backpropagation.

Entre las segundas debemos mencionar el Cognitrén y el Neocognitrén, junto con los

modelos de Resonancia y las maquinas multicapa de Boltzman y Cauchy.

1. Redes hacia delante (feed-forward): donde los datos o senales en la red viajan en
un solo sentido desde las entradas, hasta la salida. Es decir, no existen ciclos y la
salida de una capa no afecta a ella misma. Son ampliamente usadas en el

reconocimiento de patrones.

2. Redes hacia atras (feed-back): en este caso los datos o senales viajan en ambas
direcciones, existiendo bucles en la topologia. Pueden llegar a ser muy poderosas,
pero también son mds complicadas, dindmicas y cambiantes en cuanto a su punto

de equilibrio.
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2.2.4.4 De acuerdo a su Mecanismo de Aprendizaje: Supervisado, No supervisado,

Por refuerzo

El entrenamiento de la red es muy importante ya que servira para que posteriormente la
respuesta del sistema sea la adecuada. Ello tiene mucho que ver con el aprendizaje
humano. Ejemplo: cuando a un nino se le ordena coger un vaso, empieza moviendo el
brazo de forma cuasi-aleatoria hasta que choca con el vaso y lo presiona con sus dedos.
La préxima vez que se le ordene, éste alcanzara el vaso con mayor soltura y precision.
Este mismo modelo se ha ensayado en redes neuronales de caracteristicas similares a las

del nino.

Una vez que el brazo mecdnico choca con la pieza y memoriza la secuencia, en
posteriores ocasiones al brazo le cuesta menos realizar la misma operacion se dice

entonces que el sistema adquirié experiencia.

Mediante el aprendizaje, la RNA adquiere su habilidad para desarrollar su labor. El

aprendizaje en RNAs se realiza mediante ejemplos.

Durante esta fase, también llamada entrenamiento, se ajustan los pesos de
interconexién entre neuronas, para cada uno de los patrones del conjunto de

entrenamiento, los cuales se dice que se van memorizando.
Basicamente el aprendizaje se puede dividir en tres tipos:

1. Aprendizaje supervisado (Supervised learning): se basa en la comparacion
directa entre la salida actual de la red y la salida correcta (valor objetivo) para un
determinado patrén. Esta diferencia se formula muchas veces en términos de
minimizacion del error, por lo que se utilizan algoritmos de optimizacion
basados en gradiente descendiente para ajustar iterativamente los pesos de la red.

Este tipo de entrenamiento es el mas usado de los tres.

2. Un caso particular seria Entrenamiento reforzado (Reinforcement learning)
donde mediante ciertas heuristicas se refuerzan ciertos comportamientos o

salidas de la red.

3. Entrenamiento no supervisado (Unsupervised learning): en este caso no existe un
valor objetivo que sirva de referencia para comparar la salida de la red, sino que
la adaptacion de la red se produce solamente utilizando los patrones de entrada.

A este tipo de entrenamiento también se le suele denominar entrenamiento
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competitivo (competitive learning), cuando se suelen considerar neuronas mas

importantes a aquellas que tienen mas peso.

Conceptos implicados en el entrenamiento supervisado de una red son los de
generalizacion, sobre-entrenamiento (overfitting) y bajo-entrenamiento (underfitting).
Durante este entrenamiento las salidas de una red tienden a aproximarse a los valores

objetivos de los patrones del conjunto de entrenamiento.

El objetivo final de ese comportamiento serd conseguir la que la red generalice, es decir,
que la red obtenga salidas proximas a valores objetivos para patrones que no pertenecen
al conjunto de entrenamiento. Esta generalizacion no es siempre posible y para que se

produzca se necesita tener cierto conocimiento a priori sobre la aplicacion [136].

Por ejemplo, es necesario escoger un conjunto de patrones que sea relevante para que la
red aprenda o que el conjunto de entrenamiento tenga cierta relacion con el conjunto de

patrones a generalizar.

Dos de los problemas con los que se encuentra la generalizacion son el bajo-
entrenamiento y el sobre-entrenamiento [45]. Asi una red que no es suficientemente
compleja puede fallar cuando se le pasa un conjunto de datos complicado dando lugar a
bajo-entrenamiento. Una red que es muy compleja puede llegar incluso a quedarse con

ruido asociado a los patrones dando lugar a sobre-entrenamiento.

El sobre-entrenamiento es especialmente peligroso, en ciertas redes, ya que puede
conducir a predicciones que estan lejos del rango del conjunto de entrenamiento incluso

aunque no haya ruido asociado a los patrones.

2.3 Computacion evolutiva

Los principios fundamentales de los modelos de computacion evolutiva se encuentran
en la obra de Charles Darwin “El origen de las especies” que escribe en 1859. En este
trabajo se introducen conceptos como individuo de una especie, nacimiento y
desaparicion de éste, lucha por la supervivencia, seleccion natural o herencia de un

individuo a sus descendientes.

Todos estos conceptos se implementan a la hora de resolver un problema mediante
computacion evolutiva [9; 13]. Para esto, se mantiene una poblacién finita de individuos
que luchan por sobrevivir, donde cada individuo suele representar una solucién al

problema a resolver. La supervivencia de un individuo va a depender de como de buena
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sea la solucion que este simboliza, para resolver el problema. Esto se representa
asociando a cada individuo un valor de adaptacion (fitness), que se calcula mediante una
funcién de evaluacién. En funcion de estos valores se suelen ordenar los individuos, para
posteriormente seleccionar un conjunto de estos. La obtencion de descendientes de la
poblacioén se va a conseguir aplicando a los miembros del conjunto, anteriormente citado,
una serie de operadores. Para finalizar de entre los antiguos y nuevos miembros de la

poblacidn se escogeran los miembros de la siguiente generacion.

El uso de modelos de computacion evolutiva tiene una serie de ventajas sobre otros
métodos de resoluciéon de problemas. En principio, se pueden aplicar cuando se tiene un
conocimiento limitado sobre el problema a resolver. Por ejemplo, al contrario que otros
métodos y a la hora de optimizar funciones no es necesario conocer de éstas,
caracteristicas como derivadas, discontinuidades, etc. Lo tinico que tenemos que poseer
es una forma de medir para cada individuo, lo que se ha definido como valor de

adaptacion, o como de buena es la solucion al problema que éste representa.

La segunda ventaja es que la computacion evolutiva es menos susceptible de quedar
atrapada en minimos locales. Esto se debe a que esta computacion mantiene una
solucién de poblaciones alternativas y un balance entre la explotacion de regiones del
espacio de busqueda, donde se han establecido ya individuos, y la exploraciéon de nuevas

regiones.

La tercera ventaja es que la computacion evolutiva puede ser aplicada en el contexto del
ruido o de funciones objetivos no estacionarios. Esta ventaja hace que este modelo de
computacion se pueda aplicar a la resoluciéon de problemas en un amplio rango de
dominios, particularmente cuando el objetivo es construir un sistema que exhiba

caracteristicas bioinspiradas como inteligencia o adaptacion a un contexto cambiante.

2.3.1 Origenes y primeros desarrollos
La mayoria de las actuales implementaciones de algoritmos evolutivos descienden de
tres desarrollos independientes pero relacionados: algoritmos genéticos, programacion

evolutiva y estrategias de evolucion.

Los algoritmos genéticos fueron introducidos por Holland [68] y posteriormente
estudiados por [27] y [52]. Originalmente fueron propuestos como un modelo general
para procesos adaptativos, aunque después, sus aplicaciones mds importantes se han
desarrollado en el campo de la optimizacion. Para lograr esto, los algoritmos genéticos

modelan el proceso evolutivo, ya esbozado anteriormente, a nivel del genoma. Antes de
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que un algoritmo genético se use para resolver problemas, es necesario definir un cédigo
genético (representacion de los individuos mediante cadenas de ceros y unos) y una
relacion entre el codigo genético y las soluciones del problema. Usando terminologia
bioldgica, al codigo genético de un individuo se le denomina genotipo y a la
instanciacion de este codigo, es decir a la solucion que este representa, se le denomina

fenotipo.

La programacion evolutiva, introducida por [41], fue originalmente concebida como un
intento de crear inteligencia artificial. Esta aproximacién consistia en desarrollar
maquinas de estados finitos para predecir eventos a partir de observaciones iniciales.
Este tipo de maquinas abstractas transforman una secuencia de simbolos de entrada en
una secuencia de simbolos de salida. Esta transformaciéon depende de un conjunto finito
de estados y de un conjunto finito de reglas de transformacion entre estados. La
eficiencia de una maquina de estados finita con respecto a su entorno puede medirse

como la capacidad de prediccion alcanzada.

Las estrategias de evolucion fueron desarrolladas por [114] y [126]. Inicialmente fueron
disefiadas con el objetivo de resolver problemas de optimizacién de parametros. En este
caso también se modela un proceso evolutivo, pero al contrario de los algoritmos
genéticos que realizaban esta modelizacion a nivel del genotipo, las estrategias de
evolucion trabajan a nivel del fenotipo debido a los problemas para las que fueron

concebidas.

2.3.2 Resolucion del problema de optimizacion

En algunas situaciones del mundo real la funcion a optimizar f y las restricciones ¢j no
pueden ser tratadas analiticamente porque no se cumplan unas precondiciones
(continuidad, diferenciabilidad, etc), por ejemplo si la definicion de la funcion esta

basada en un modelo de simulacién.

La aproximacion tradicional en estos casos es desarrollar un modelo formal, que emule
lo mejor posible las funciones originales, aplicindose mas tarde métodos tradicionales
como programacion lineal o no-lineal. Esto conlleva, a que a menudo, se tenga que
simplificar la formulacién del problema original por lo que uno de los principales

aspectos de la programacion matematica serd el disefio del modelo formal.

Esta aproximacion, se ha mostrado satisfactoriamente en muchas aplicaciones, pero tiene
ciertos problemas, sobre todo debido a las simplificaciones que se deben realizar, lo que

implica que, muchas veces, las soluciones no resuelvan el problema original, llegando a
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considerarse muchos problemas irresolubles. Es por esto, que se buscan nuevas

aproximaciones donde la computacion evolutiva es una de las mas prometedoras.

El disefio de un algoritmo evolutivo que resuelva un problema de optimizacién concreto,
se puede considerar como un problema de buisqueda en un espacio, donde cada punto
representa una solucién. Asi, dado algun criterio de calidad, como complejidad,
eficiencia, etc., el nivel en que todas las soluciones, cumplan este criterio formara una
superficie en el espacio. El disefio de una soluciéon optima es equivalente a buscar el

punto mas alto (bajo) en esta superficie.

Una de las principales diferencias de la computacion evolutiva es que el método
empleado se debe adaptar al problema en si, tal y como se mostrard en posteriores
apartados. Pero incluso en el caso de que mediante las técnicas tradicionales de
optimizacion, ésta sea imposible, mediante computaciéon evolutiva se puede llegar a
mejorar el conjunto de mejores soluciones conocidas lo que supone un gran éxito para

problemas practicos.

Otra opcion es usar algoritmos hibridos: combinaciones de busqueda evolutiva y

tradicional como en las técnicas de busqueda basadas en el conocimiento [26] y [115].

2.3.3 Estructura de un algoritmo evolutivo

Los algoritmos evolutivos emulan el proceso de la evolucién natural, o proceso que
conduce la emergencia de estructuras organicas complejas y adaptadas al entorno. De
forma resumida y simplificada, la evolucion es el resultado de la interrelacion entre la

creacion informacion genética nueva, su evaluacion y seleccion.

Un individuo de la poblaciéon se relaciona con otros individuos de la poblacién (por
ejemplo al competir por la comida, mediante depredacién o cruce para reproducirse)
ademas de con su entorno (por ejemplo con factores como la comida o el clima). Mientras
mas grande sea la adaptacion bajo esas condiciones, mayor serd la probabilidad de que
sobreviva durante mas tiempo y de que genere descendientes que hereden parte de su
informacion genética. A lo largo de la evolucion esto conduce a una penetraciéon de
individuos que tengan una informacion genética cuyo valor de adaptacién sea mayor. La
naturaleza no deterministica de la reproduccién conduce a una permanente produccion

de informacion genética nueva y por lo tanto a la creacion de descendientes diferentes.

Este modelo neo-Darwiniano de evolucion organica se refleja en la estructura del

Algoritmo 2-2. En este algoritmo G(t), es una poblacion de p individuos en la generacion
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t. Esta poblacién serd primeramente inicializada, siguiendo algin, método mas o menos

aleatorio.

t=0.

. Inicializar G(t)

. Evaluar G(t)

. Mientras no se cumpla la condicién de fin

a. P(t) = Seleccionar individuos para reproduccién {G(t)}
b. D(t) = Aplicar operadores {P(t)}

c. Evaluar descendientes {D(t)}

c. G(t+1) =Reemplazar [G(t) U D(t)]

dt=t+1

Algoritmo 2-2: Algoritmo evolutivo general

Después se evaltan los individuos de esta poblacion, calculando su valor de adaptacion
a partir de una funcién de evaluacion f(x), para cada una de las soluciones x,

representadas por cada uno de los individuos.

Posteriormente se entra en el bucle evolutivo principal del algoritmo. Este comienza, con
la creacion del conjunto de individuos P(t), a los cuales se les va a aplicar un operador de
reproduccion. La pertenencia de un individuo a este conjunto se suele determinar en

funcién del valor de adaptacion de éste.

El namero de individuos de D(t) es variable y puede ser igual al de P(t). D(t) representa
la poblacion de descendientes, su tamano es A, y se genera mediante operadores que
actian sobre la informacién genética. Algunos de los operadores mas conocidos son el

del cruce o el de mutacion que se aplicaran sobre individuos de la poblacién P(t).

Se pasara después a evaluar a los miembros del conjunto D(t). Una vez determinado el
valor de adaptacion de estos individuos, se aplica una estrategia de reemplazo, que
consistira en sustituir algunos miembros del conjunto G(t) por algunos de los miembros
del conjunto D(t). Este reemplazo se suele realizar utilizando criterios como el valor de

adaptacion de los individuos u otros mas o menos aleatorios.

2.3.4 Disefo de un algoritmo evolutivo

Tal y como se ha mencionado existen tres tipos principales de algoritmos evolutivos:
algoritmos genéticos, programacion evolutiva, y estrategias de evolucion. Sin embargo y
a partir de estas tres clases de algoritmos evolutivos, se pueden derivar muchas

variantes. Las principales diferencias estriban en:
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1. Larepresentacion de los individuos.
2. El disefio de operadores de reproduccion.

3. Los mecanismos de seleccion y reemplazo.

Estas diferencias serdn también los elementos clave a la hora de disefiar un algoritmo
evolutivo. Asi, a la hora de resolver un problema mediante computacion evolutiva una
de las tareas principales sera elegir un esquema de representacion para los individuos.
Este esquema se disefiara en funcién del problema e influira en los operadores de
reproduccion que mas tarde se disefiaran. La importancia de estos operadores reside en
el hecho de que seran los encargados de generar nuevos individuos o soluciones al
problema dado. Por ultimo resaltar también el papel de los mecanismos de seleccion y
reemplazo dentro de la evolucién de una poblacion. De estos mecanismos, va a depender
temas mds importantes como la eleccién del subconjunto de padres o el mantenimiento
de la diversidad de la poblacién, y por lo tanto de su capacidad de busqueda de nuevas

soluciones.

Es necesario resaltar que los requerimientos para el disefio de aplicaciones evolutivas son
modestos comparados con otras técnicas de busqueda, siendo esta una de las principales
ventajas de la computacion evolutiva y una de las razones por la que se ha hecho tan

popular, aunque el costo computacional es alto.

2.3.4.1 Inicializacidn de la poblacién inicial

La creacién de la poblacion inicial se puede generar de forma aleatoria o mediante
heuristicas, que van a situar a los individuos iniciales “mejor colocados”, dentro del

espacio de busqueda.

En el caso de los algoritmos genéticos, existen estudios [92] que aseguran que, partiendo
de cualquier inicializacién, usan una estrategia casi éptima para alcanzar una solucién en
un tiempo finito. Sin embargo es evidente que una buena inicializacion, en la que se
utiliza conocimiento a priori del problema, ahorrara bastantes generaciones en el proceso
de buisqueda o podra disminuir el tamafio de la poblacién. En conclusion se obtendra

una solucion final con un menor coste de computacion y tiempo.

Por otro lado, la aplicacién de este tipo de heuristicas para la creacion de la poblacion
inicial, debe realizarse con cierta precaucion. Asi, serd necesario vigilar que ésta sea

suficientemente diversa, o de lo contrario serd facil quedar atrapado en un éptimo local.
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2.3.4.2 Condicion de parada

El criterio de parada se establece cuando se da por concluido el proceso de busqueda. Un
criterio de parada ideal seria aquel que estudia la evolucion de una poblacién y detecta
cuando se ha alcanzado una solucién éptima. Una vez alcanzado este estado, no tiene
sentido continuar la busqueda, ya que no se va a mejorar la adaptacion de la poblacion.
Este momento, es pues el adecuado para detener el proceso y ofrecer la solucién mas

Optima encontrada.
Entre las condiciones de parada mas usadas se encuentran:

2.3.4.3 Criterio del numero maximo de generaciones

Este criterio termina el proceso de busqueda cuando se han completado v generaciones.
Dado un algoritmo evolutivo, disefiado para resolver un problema determinado, el valor
de v se puede determinar de una manera empirica, de forma que pueda usarse en

posteriores ejecuciones para la busqueda de soluciones para el mismo problema.

Dentro del paradigma de los algoritmos genéticos es donde se encuentran mas estudios
tedricos sobre cual debe ser el nimero de generaciones adecuado, para un problema
determinado. Asi y segun [1], este numero dependera del tamano de la poblacién. De
este modo, si tenemos una poblacion de tamafio n, y suponiendo una funcién de

evaluacion bien disefiada, el umbral para el nimero de generaciones seria:

v=Ilog,(n) 2-5

Otros autores sin embargo [12] fijan este umbral en funcion de la longitud del

cromosoma. Asi para un cromosoma de tamano I se fija un nimero de generaciones de:

v=0(1) 2-6

En general y para cualquier paradigma de la computaciéon evolutiva, el nimero de
generaciones va a depender mucho del problema a tratar. Por tanto, estos se deben tener
en cuenta solo a un nivel orientativo, ya que un nimero insuficiente de generaciones
puede que no llegue a proporcionar una buena solucién. Por otro lado, si se sobrestima el
valor de v, se emplean mds generaciones de las necesarias que no mejoran la solucién

tinal, produciendo un algoritmo costoso en tiempo y en calculo.
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2.3.4.4 Criterio del nimero maximo de generaciones sin mejorar

Otra posibilidad para detener la ejecucion del algoritmo consiste en hacer un estudio del
estado de convergencia de la poblaciéon durante la ejecucion del algoritmo. De esta
forma se puede terminar la busqueda cuando se estime que la poblacion ha convergido a
una buena solucion. Hay varias formas de hacer este estudio. Una de las mas sencillas es
contabilizar el nimero de generaciones en las que no se ha mejorado la aptitud del mejor
cromosoma de la poblacion y detener la btisqueda si este numero de generaciones

sobrepasa cierto limite vo, propuesto a priori [117].

Al igual que en el criterio anterior, se debe escoger un valor adecuado de v, de forma
que no se realicen mas generaciones de las necesarias, lo que también va a depender del

problema que se esté resolviendo.

2.3.5 La representacion

En las aplicaciones del mundo real, el espacio de busqueda se define mediante un
conjunto de objetos, que poseen unos pardmetros que estan sujetos a optimizacién y
constituyen lo que se denomina el espacio fenotipo. De otra parte los operadores
evolutivos trabajan con objetos matematicos abstractos, como cadenas binarias que
representan a los objetos anteriores, y que determinarian el espacio genotipo.
Obviamente se necesita una funcion de codificacidn entre el espacio del genotipo y el del

fenotipo.

Los algoritmos genéticos clasicos usan, para un individuo, una representacion binaria
consistente en cadenas de longitud fija que utilizan el alfabeto {0, 1}, y a las que se les
suele denominar cromosoma. La aplicaciéon de una funcion de evaluacién £, a una de
estas cadenas nos devolvera el valor de adaptacion de la solucion que este individuo

representa.

o1} - % 2.7

Junto a la representacion binaria, a menudo es de obligado uso la utilizacién de
funciones de codificacién y decodificacion h: M — {0, 1}' y h’: {0, 1}' — M que facilita la
conversion de soluciones x € M a cadenas binarias h(x) € {0, 1} y a la inversa. En el caso
de optimizacion de pardmetros continuos, los algoritmos genéticos representan un vector
real 1 € Rn, mediante una cadena binaria 0 €{0, 1}1 de la siguiente manera: la cadena
binaria se divide légicamente en n segmentos de igual longitud I’, por lo que I =n - I'.

Cada segmento es decodificado en su correspondiente parametro real.
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La preferencia por usar una representacion binaria de las soluciones en algoritmos
genéticos se deriva de la teoria de esquemas [68], donde se analizan los algoritmos
genéticos en general, en funcion de esta teoria. El término esquema denota un patrén de
similaridad que representa un subconjunto de {0, 1}l. En esta teoria, el teorema de
esquemas de algoritmos genéticos afirma que los algoritmos genéticos canonicos

proveen de una estrategia casi Optima para alcanzar una solucion en tiempo finito [92] .

Por otro lado, también existen trabajos [36] y [73] en los que se concluye que esta
codificacion binaria de variables continuas, tiene ciertas desventajas. Segun estos trabajos
la funcién de codificacion puede introducir cierta multimodalidad y hacer mas complejo

la resolucion del problema en si.

Existe otro tipo de estudio tedrico sobre el funcionamiento de los algoritmos genéticos.
En este estudio [99] se modelan los algoritmos genéticos mediante la teoria de cadenas
de Markov. En esta aproximacion se profundiza en las propiedades de convergencia de
estos y en su conducta dindmica, desarrollando los modelos ejecutables que facilitan la
simulacion directa de los algoritmos genéticos mediante cadenas de Markov, para

problemas de dimension suficientemente pequefia.

Al contrario de los algoritmos genéticos, la representacion en estrategias de evolucion y
programacion evolutiva se basa directamente en la utilizacion de vectores reales que se

corresponden directamente con los parametros a optimizar.

fTMcCcR >R 2-8

Ademads y para problemas reales con complejos espacios de busqueda, cuya

representacion no es tan directa, se desarrollan otras variantes de representacion.

Todo esto implica que los métodos de representacién en estrategias evolutivas y
programacion evolutiva sean menos estandar y que existan menos estudios sobre estas

representaciones que en algoritmos genéticos.

Una ventaja que si tiene la representacion que utilizan estos métodos es que su funcién

de codificacion es mas simple y por lo tanto, conlleva menos problemas asociados.

Si comparamos ambas aproximaciones, para la representacion mediante cadenas de bits

existen trabajos, tanto empiricos como teodricos que avalan la primera aproximacion.
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Por otro lado, la utilizacién de una funcidén de codificacion compleja en esta
representacion, puede introducir no-linearidades adicionales y otras dificultades

matematicas que pueden dificultar el proceso de busqueda sustancialmente.

En cuanto a la representacion mediante vectores de reales hay mas resultados empiricos
que tedricos que demuestran buenos resultados. Ademas su funcién de codificacion, al

ser mas simple, ocasiona menos problemas de los citados anteriormente.

No hay pues, una respuesta general a la pregunta de cual de las dos aproximaciones
mencionadas seguir dado un proyecto especifico, pero muchas aplicaciones en la
practica han mostrado que se pueden obtener buenas soluciones después de imponer

modificaciones a las representaciones tradicionales [92].

2.3.5.1 Operadores de reproduccion

Los operadores de reproduccion van a servir para crear individuos nuevos en la
poblacidn, a partir de un subconjunto seleccionado de entre los individuos actuales. Con
este, y otros elementos, se pretende mantener una diversidad en la poblacion que explore

nuevas zonas del espacio de busqueda.

De modo que si los nuevos individuos aportan mejores soluciones, sustituiran a los ya

existentes, con mucha probabilidad.

2.3.5.2 Mutacion

Es uno de los operadores clasicos de variacion de la informacion genética. En general el
disefio de estos operadores debe de obedecer a las propiedades matematicas de la

representacion elegida, aunque hay ciertos grados de libertad.

(..011011000...)

v

(.011001000...)

Figura 2-5: Mutacién de un bit para un individuo en un algoritmo genético
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La mutacién en los algoritmos genéticos, inicialmente se desarrolla como un operador
secundario, de pequenia importancia. En estos algoritmos este operador trabaja
invirtiendo bits con probabilidad p», donde p suele ser un valor pequefio. Asi es normal
escoger pm € [0.005, 0.01] o pm =1/1, donde [ es la longitud de los cromosomas. Este valor
ademas puede variar a lo largo de la evolucién de manera que mejore los resultados de
ésta. En [10] se decrementa el valor de p» lo que ayuda en la convergencia y velocidad
del algoritmo genético. En el apartado Adaptacion de parametros, se estudian la

adaptacion de parametros en general en un algoritmo evolutivo.

Originalmente, la mutaciéon en la programacién evolutiva fue implementada como un
cambio o cambios aleatorios en funcion de la descripcidon de las maquinas de estados
finitos de acuerdo a cinco diferentes modificaciones: cambio de un simbolo de salida,
cambio de un estado de transicién, adiciéon de un estado, eliminacion de un estado o

cambio de un estado inicial.

Las mutaciones fueron realizadas con probabilidad uniforme, y el namero de
mutaciones para un descendiente fue prefijado o elegido de acuerdo a una distribucion
de probabilidad. Hoy en dia los esquemas de mutacién frecuentemente utilizados son

similares a los utilizados en las estrategias de evolucion.

En estas estrategias, los individuos estan formados por variables objeto. La mutacién se
realiza entonces independiente en cada vector elemento sumando un valor aleatorio que

sigue una distribucién normal con media 0 y desviacién tipica o

Asi la mutacion del valor de una determinada variable se realizaria de la siguiente

forma:

x',=x,+N(0,0) 2-9

El control del tamafio de la mutacion ¢, también se trata en el apartado Adaptacién de

parametros.

Para terminar, resaltar la importancia de este operador en las estrategias de evolucién y
en la programacion evolutiva, hasta tal punto de que muchas veces, este es el tnico

operador considerado.
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2.3.5.3 Cruce

Este operador es uno de los mas importantes en los algoritmos genéticos clasicos. Estos
algoritmos proponen como operador de cruce clasico, el operador de cruce en un punto,
que consiste en elegir dos individuos de la poblacion aleatoriamente, determinar una
posicién en la cadena de bits, también aleatoriamente, denominada punto de cruce y
generar el descendiente. Para esto, se concatena, la subcadena izquierda de un padre, con

la subcadena derecha del otro padre.

(.0111011000...) (..0110001101...)

N S

(01110 01101...)

Figura 2-6: Cruce de dos individuos en un algoritmo genético

Existen ademas, numerosas variaciones de este operador, como por ejemplo: incremento
del niimero de puntos de cruce [35], cruce uniforme [131] (donde cada bit del
descendiente es elegido aleatoriamente de los padres), etc. En los algoritmos genéticos el

operador de cruce se aplica normalmente con una probabilidad p., donde p. € [0.75, 0,95].

En el caso de las estrategias de evolucion, la utilizacion de este operador no esta tan clara
y no existen modelos de operadores predefinidos como en el caso de los algoritmos
genéticos. En estas estrategias tras aplicar este operador en el bucle principal del
Algoritmo 2-4, se genera una poblacion intermedia de A individuos, tras aplicar 4 veces
el operador a la poblacion padre y crear un descendiente por aplicacion a partir de &

padres (1< 0< u), donde u es el tamano de la poblacion. Normalmente 6 =2.

Existen trabajos también con operadores de cruce que utilizan multiples padres, donde
mas de dos individuos, participan en la generaciéon de un descendiente, representando

esta generalizacion mejoras en la eficiencia en ciertas aplicaciones.

Los tipos de operador de cruce, para vectores reales, no son tan estandares y dependen
mas de la aplicacion, aunque existen algunos ejemplos comunes [13] como por ejemplo
cruce discreto, que consiste en la eleccion aleatoria de las variables de los padres, similar
al cruce uniforme en algoritmos genéticos. Otro ejemplo seria cruce intermedio donde se

utilizan medias aritméticas de los padres. Evidentemente, también se puede utilizar otros
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operadores de cruce. El analisis tedrico de este tipo de operador es un campo abierto de

investigacion.

Tal y como se ha comentado, dada una aplicacion es dificil elegir a priori un operador de
cruce patrén, con unos parametros mas o menos estandar con el que vayamos a tener
éxito en la evolucion de nuestra poblacién, demostrandose que existen situaciones en las
que puede llegar a darse divergencia de la poblacion sino se eligen bien los parametros
de éste [80].

Con respecto a la programacion evolutiva, basdndose en la formacion y semantica de los
individuos se puede afirmar que este modelo no usa cruce. Segun [40], antes de
centrarse en un mecanismo de cruce, se debe examinar y simular su efecto funcional e

interpretar una cadena de simbolos como una reproduccion de la poblacién.

2.3.5.4 Seleccion / Reemplazo

El mecanismo de seleccion se puede considerar como un operador que en vez trabajar
con la informacién genética de los individuos trabaja con su valor de adaptaciéon. En
algoritmos genéticos, la seleccion se implementa como un operador de probabilidad, asi

dado un individuo ai su probabilidad de seleccidn es:

pla)=f(a)IY f(a)) 210

denominadndose a este tipo de seleccidn, seleccion proporcional o ruleta. Este método
requiere valores de adaptacion positivos y una tarea de maximizacién, utilizandose
funciones de escalado cuando sea necesario transformar el valor de adaptacién
convenientemente. Otro tipo de seleccion es la seleccién basada en ranking, que no usa
valor de adaptacion directamente sino el indice de individuos ordenados en funcién del
valor de adaptacion, para calcular la probabilidad de seleccién. La seleccién tournament
trabaja tomando una muestra uniforme aleatoria de cierta cantidad g > 1 de la poblacién,
seleccionando el mejor de esos g individuos para sobrevivir en la proxima generacion,
repitiendo el proceso hasta que la poblacion de descendientes se complete. Este método
es muy usado porque, es facil de implementar, computacionalmente eficiente, y permite
ajustar la presion selectiva aumentando o disminuyendo el valor de q. Una descripcién
de los principales métodos de seleccion, incluyendo una caracterizacion de su presion

selectiva en términos de medidas numeéricas se encuentra en [11].
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En las estrategias de evolucion se utilizan los esquemas de seleccion / reemplazo (i, A).
La notacion (g, 4) indica que u padres crean A hijos mediante recombinacién y mutacion,
siendo 4 > u. Los mejores p individuos descendientes son deterministicamente
seleccionados para reemplazar a los padres. Hay que destacar que con este esquema el
mejor miembro de la poblaciéon en la generacidon t+1 puede tener peor valor de
adaptacion que en la generacion t, a este tipo de método se le denomina no elitista, ya
que puede permitir un deterioro temporal. Esta estrategia se lleva a cabo para ayudar
salir de regiones de atraccion de éptimos locales y alcanzar asi dptimos globales. Por otro
lado las estrategias (¢, A) selecciona los i supervivientes de entre la union entre los

padres y los descendientes, de esta manera el curso de la evoluciéon es mondtona

La utilizacion de la estrategia (1, 4) o (¢ + A) depende de la aplicacién practica con la que
se esté trabajando, para de esta manera obtener mejores resultados. Ademas ambos
esquemas se pueden interpretar como instancias de la estrategia general (1, & 1) donde x
representa la vida maxima de un individuo en generaciones, pudiendo tomar valores
entre 1 Sk <eo. Si k=1 entonces el método de seleccion sigue la (14 A), mientras que si

k= oo, entonces se sigue la estrategia (u+ A) [126].

Una pequena diferencia entre la programacion evolutiva y las estrategias de evolucion
consiste en una variante probabilistica de la estrategia de seleccion (u + A) en la
programacion evolutiva, donde cada individuo, fuera de los individuos padres o
descendientes se evalta frente a un nimero q, con 1 < g <10, de otros individuos
pertenecientes al conjunto union de padres e hijos. En cada una de estas comparaciones
se determina un individuo ganador, que sera aquel cuyo valor de adaptacién sea mejor o
igual que el de todos sus oponentes. Los u individuos que hayan sido mads veces
ganadores seran los padres de la siguiente generacion. Como se muestra en [13], este
método de seleccidon es una version probabilistica de la estrategia (# + A) que es mas
deterministica cuando el nimero q de competidores se incrementa. La determinacién de
si es mejor un esquema de seleccion mas probabilistico que uno mas deterministico es un

campo de investigacion abierto.

2.3.6 Adaptacion de parametros

El concepto de adaptacion estd implicito en la computacion evolutiva. Su implicacién
mas directa seria en el plano de encontrar la soluciéon a un problema dado, aunque
también aparece a la hora de ajustar los parametros del algoritmo que resuelva el

problema en cuestion [3] [33] [128].
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Para resolver un problema en computacion evolutiva, no solo se necesita elegir el
algoritmo, la representacion o los operadores a usar, sino también elegir o configurar los
parametros (probabilidad de operadores, condiciéon de parada, etc.) que van a terminar
de caracterizar nuestra estrategia general. El ajuste de la configuraciéon o parametros,

puede determinar en gran medida la eficiencia final del método.

Tradicionalmente este proceso se ha realizado de manera manual lo que puede consumir

muchos recursos, por lo que se buscan soluciones donde se automatice este proceso.

La ejecucion de un algoritmo evolutivo es intrinsicamente un proceso adaptativo y
dindmico. El uso de parametros fijos, parece contradecir el espiritu evolutivo general de
un algoritmo de este tipo. Ademas existen otra serie de inconvenientes a la aproximacion

tradicional:

1. Un error del programador al establecer los parametros puede lugar a errores o
alcanzar unos resultados no éptimos.
2. El ajuste de parametros consume grandes cantidades de tiempo.

3. El conjunto de parametros 6ptimo puede variar a lo largo de la ejecucion.

Por lo tanto, parece natural pensar en modificar ciertos pardmetros a lo largo de la
ejecucion de un algoritmo evolutivo. Esta tarea se realizard utilizando reglas,
posiblemente heuristicas, que, o analizan lo ocurrido antes del estado actual, o emplean
algin mecanismo auto-adaptativo. Estos cambios pueden afectar desde a una parte de

un individuo, hasta a toda la poblacion.

2.3.6.1 Disefio de parametros adaptativos

A la hora de abordar un estudio sobre el disefio de un mecanismo adaptativo para los
parametros que intervienen en un algoritmo evolutivo es necesario fijar ciertos aspectos

clave como:

1. Elemento/s cuyos parametro/s se van a adaptar.
2. Tipo de adaptacion a realizar. Estos tipos pueden ser: deterministicos, basados en
el transcurso de la evolucion o auto-adaptativos.
3. Nivel o alcance al que se realiza la adaptacién: nivel de individuo, de poblacion,
etc.
Comenzando por el primer aspecto, a la hora de disefiar un algoritmo evolutivo es
necesario elegir elementos o componentes de éste como: representacion de los

individuos, funcién de evaluacion, operadores, etc. Para cada uno de estos elementos, y
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dependiendo también del disefio, se va a poder elegir adaptar uno o varios parametros.
Asi por ejemplo podemos pensar en adaptar segun distintas variables de estado, el valor
de la funcion de evaluacidn, la probabilidad de aplicacion de los operadores, etc. Una

completa revision de este tipo de adaptaciones se encuentra en [33] .
En cuanto al tipo de adaptacion a realizar y segun [33], existen tres tipos principales:

1. Deterministico: este tipo de adaptacion se produce cuando un parametro se altera
siguiendo una regla deterministica. Esta regla modificara el parametro sin usar
ninguna variable de estado o realimentacion del algoritmo evolutivo en si. Este
tipo de reglas suelen usar para su funcionamiento, el tiempo o generaciones
transcurridas. Por ejemplo se podria actualizar la probabilidad de mutacion de

un algoritmo evolutivo p», de la siguiente manera:

p,=05-03g/G 211

donde g es la generacion actual y G es el nimero total de generaciones. De este
modo la probabilidad de mutacién variara de 0.5 a 0.2, conforme aumente el
numero de generaciones. Los primeros ejemplos de uso de este tipo de

adaptacion aparecen en [39].

2. Adaptativo: en este caso la adaptacion se produce en funcion de ciertas variables
de estado o existe cierta realimentacion a partir del algoritmo evolutivo. Esta
asignacion puede influir en la asignacion de crédito y su efecto se podra propagar
por toda la poblacion. Ejemplo de este tipo de adaptacion seria la regla de éxito
1/5 de [114] en las estrategias de evolucion (1+1), cuya misién era variar el valor
de la mutacién. En este contexto se utilizan mutaciones gausianas que vienen
caracterizadas por dos parametros: la media que suele establecerse a cero y la
desviacion tipica ; que puede interpretarse como el tamafio de la mutacion, de
este modo la mutacién de un valor xi vendria expresada cémo en(1-9), donde
N(0, 0) es un numero aleatorio gausiano con media 0 y desviacion tipica o. La
regla de éxito 1/5 establece que el porcentaje de mutaciones con éxito ps, o
mutaciones que producen un hijo mejor que el padre, debe ser 1/5 de todas las
mutaciones, incrementandose el tamafno o desviacion tipica de la mutacion si ps

es mayor de 1/5, y disminuyendo en caso contrario, lo que se expresa como:
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Si (t mod n = 0) Entonces

o(t—n)/c si p,>1/5
o(ty=qo0(t—-n)c si p,<1l/5
o(t—n) si p,=1/5

o(t)y=0(t-1)

1. Laadaptaciéon de g; ocurrira cada n iteraciones y c € [0.817, 1] segtin [13]. Usando
este mecanismo se adapta el valor de g, en funcion del estado de la ejecucion del

algoritmo evolutivo.

2. Auto-adaptativo: este tipo de adaptacién se caracteriza porque se va a ver
afectada por un proceso de evolucion. Asi por ejemplo, los parametros que se van
a adaptar se van a codificar, y se van a adjuntar al genotipo del individuo. De este
modo, sobre estos pardmetros también actuaran los operadores que a éste se le
apliquen. Estos pardmetros codificados no afectan al valor de adaptacion del
individuo directamente, pero mejores valores de adaptacién conduciran a
mejores individuos y estos individuos sera mas probable que sobrevivan y
produzcan descendientes, y por lo tanto se propaguen los mejores parametros.
Un ejemplo de este método se puede encontrar en [126] donde se adapta el

tamano de la adaptacion.

Por otro lado, si se considera ahora, el nivel o alcance de la adaptacion realizada, se
concluye que va a depender del componente del algoritmo evolutivo donde se realice la
adaptacion. Asi, por ejemplo un cambio en el tamafio de la mutacién, puede afectar a un
gen, a un cromosoma, o a la poblacion entera, de un algoritmo genético, dependiendo de

la representacién en particular.

Asi, una adaptacion de un coeficiente de la funcion de evaluacion, siempre afectara a
toda la poblacion. Por lo tanto el nivel o alcance de una adaptacion es secundario y

usualmente, depende del componente tratado y de su implementacion.

Por extension se puede considerar el hecho de controlar o adaptar varios parametros
durante la ejecucién de un algoritmo evolutivo. Esto, evidentemente, tiene el
inconveniente de un aumento en las dependencias de los componentes elegidos, de los

parametros a adaptar, etc., y por lo tanto implica una mayor complejidad en el estudio.
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Sin embargo se han realizado varios estudios satisfactorios, donde mediante la heuristica

se consiguen mejores resultados [67] [127].

Como conclusion, el campo de la adaptacion de parametros es un campo que presenta
ciertos inconvenientes, sobre todo relacionados con el hecho de que los resultados
dependen mucho de las elecciones hechas en la fase de disefio del algoritmo evolutivo.
Esto implica que los resultados obtenidos dependen de la heuristica y que no existen
suficientes resultados tedricos o experimentales que permitan extraer conclusiones o

estrategias generales, validas para los algoritmos evolutivos en si.

Sin embargo, se demuestra que con la adaptacion de parametros, se pueden conseguir
mejoras de resultados, aunque sea a nivel local o del algoritmo evolutivo que se esté

tratando. Para conseguir esto, lo normal es utilizar reglas basadas en la experiencia.

2.4 Modelos coevolutivos cooperativos

2.4.1 Introducion

Dentro de la computacién evolutiva aparece como un nuevo paradigma, los modelos
coevolutivos cooperativos [109]. Estos modelos surgen para intentar solucionar
problemas, en los que la computacién evolutiva tradicional encuentra ciertas

complicaciones. Existen tres clases principales de estos problemas:

1. La primera clase incluiria problemas en los que se requiere, multiples y distintas

soluciones, como en el caso de la optimizacion de funciones multimodales.

2. La segunda clase la compondrian aquellos problemas que tienen una solucion
compuesta por subcomponentes mas pequenos y especializados, como por
ejemplo en sistemas basados en reglas o en redes neuronales artificiales. A este
tipo de problemas se les suele denominar problemas de cubrimiento (covering

problems).

3. La tercera clase consistiria en problemas que se pueden descomponer en un
determinado numero de subtareas simples y que por lo tanto pueden ser
resueltos usando la estrategia divide y venceras. Este es el caso por ejemplo de
problemas de planificacion de rutas como en problemas del viajante de comercio,
en el que se puede trabajar con rutas mas simples. Otro ejemplo de aplicacion se
daria en el campo de aprendizaje de conductas que se presenta en el dominio de
la robotica, donde conductas complejas pueden ser descompuestas en

subconductas mas simples.
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Existen dos principales razones por las que los algoritmos evolutivos tradicionales tienen

dificultades con este tipo de problemas.

1. La primera razén es que la poblacion de individuos alcanzada con los algoritmos
evolutivos tradicionales tiene una fuerte tendencia a converger. Esto se debe a
que el trabajo de estos algoritmos se localiza en ciertas regiones del espacio de
busqueda donde el valor de adaptacion medio es mayor. Esto, por ejemplo,
supone una desventaja cuando se trabaja con problemas de optimizacion
multimodal donde la solucidn necesita de mas informaciéon que una simple zona
del espacio. Esta convergencia también imposibilita el mantenimiento de
subcomponentes coadaptados que se requieren en la resolucion de problemas de
cubrimiento o en la utilizacion de estrategias como divide y venceras, ya que

practicamente, cualquier individuo, menos el mas fuerte serd eliminado.

2. La segunda razén es que un individuo de un algoritmo evolutivo tradicional
representa una solucién completa y se evaltia en solitario. Por tanto, partiendo
de que las interacciones entre la poblaciéon no se modelan, incluso aunque se
mantuviera la diversidad en la poblacion, el modelo evolutivo deberia ser

extendido para mantener conductas diferentes, que se puedan coadaptar.

La idea para solventar estos problemas es introducir en la computacion evolutiva
nociones sobre modularidad, para que de esta manera se puedan generar soluciones
formadas por subcomponentes que coevolucionan, que se coadaptan y que interactiian
cooperando. La dificultad esta en buscar extensiones para los paradigmas evolutivos que

permitan a los subcomponentes coevolucionar, sin ser disehados a mano.

Para esto habra que proveer un entorno que permita la identificacion y representacion de
esos subcomponentes, donde ademads, éstos puedan interactuar, adaptarse, y donde la
aportacion de crédito de estos represente su contribucién a la solucidon del problema.

Todo esto se debera realizar de la forma mas independiente posible.

2.4.2 Disefo de algoritmos coevolutivos cooperativos

Uno de los aspectos basicos que deben ser tratados para resolver un problema mediante
la coevolucion cooperativa es determinar el nimero apropiado de subcomponentes que

debe existir, asi como el papel que cada uno debe desempefiar.

A esta tarea se le denomina descomposicion del problema.

- 66 -



Esta descomposicion se produce en un nivel macroscopico, teniendo en cuenta
estrategias divide y vencerds, donde un problema complejo se divide en subtareas, que
individualmente son mas faciles de resolver, a un nivel microscopico. La solucién estara

pues compuesta por un conjunto de subcomponentes simples.

Para algunos problemas puede ser mds o menos sencillo conocer cual es su
descomposicion idonea. Por ejemplo en el caso de la optimizacion de una funcién de k
variables independientes, una descomposicion que a priori parece logica, seria aquella en
la que determinan k elementos independientes. Sin embargo, existen muchos problemas
en que disponemos de poca o nula informacidon sobre el nimero subcomponentes a

obtener en la descomposicion.

Por ejemplo en el problema de aprendizaje mediante reglas, sera improbable que, a

priori, se conozca el numero de reglas necesario para cubrir el conjunto de ejemplos.

Asi pues encontrar una descomposicion adecuada no siempre es obvio y es muy
importante trabajar este problema. En el caso ideal, el algoritmo deberia de generar una

descomposicion adecuada como resultado de la evolucion.

2.4.2.1 Interdependencias entre subcomponentes

Los subcomponentes en los que se descompone un problema son independientes cuando
cada uno de ellos puede ser resuelto sin tener en cuenta a los demads. Graficamente se
podria representar de manera que cada subcomponente estaria intentado alcanzar la
cima de su espacio de busqueda independiente. Desafortunadamente, muchos
problemas solo pueden ser descompuestos en subcomponentes entre los que existen

interdependencias.

El efecto de cambiar uno de esos subcomponentes interdependientes es a menudo
descrito, como una deformacion del espacio de busqueda de los otros subcomponentes.

Por tanto es necesario que el disefio de nuestro algoritmo recoja esta caracteristica.

2.4.2.2 Asignacion de crédito

Cuando una tarea, es cubierta colectivamente por un conjunto de soluciones parciales, se
llama asignacion de crédito a la determinacion de la contribucion de cada solucion

parcial.

Uno de los principios de la evolucion Darwiniana es que los individuos, cuyo valor de

adaptacion es mayor, van a pasar sus caracteristicas de su genotipo a futuras
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generaciones. Por tanto si el objetivo es desarrollar un modelo evolutivo para resolver
problemas mediante una coleccién subcomponentes que cooperan, debe existir un

proceso que mida la aportaciéon de cada subcomponente a la solucién alcanzada.

Esta medicién va a depender del niimero de subcomponentes del problema, de las

interdependecias de estos y en general del problema en si.

2.4.2.3 Diversidad de la poblacion

Cuando se usa un algoritmo evolutivo clasico, en los que se busca un individuo que
represente una solucion para un determinado problema, la diversidad en la poblacion se
mantiene durante un determinado tiempo en la ejecucion, para realizar una exploracion
razonable del espacio de busqueda. Esto se observa en la estructura de funcionamiento
general de la computacion evolutiva mostrada en el Algoritmo 2-2. En este algoritmo, y
si se obvian los efectos de los operadores usados, se favorece la creacidon y sustento de
individuos en ciertas zonas del espacio de busqueda donde existe un valor de adaptacion

superior.

Este es el resultado de una continua presion selectiva que favorece la convergencia de la

poblacién.

Sin embargo, y cuando se soluciona un problema mediante una coleccion de
subcompnentes que cooperan es necesario mantener la diversidad hasta el final. La
diversidad en algoritmos evolutivos clasicos se introduce mediante los operadores

usados.

Esta diversidad no es suficiente para los modelos de evolucién cooperativa competitiva
por lo que es necesario introducir otras estrategias que la mantengan. Asi por ejemplo se
pueden usar técnicas como la comparticion del valor de adaptacion, (fitness sharing)
[51]o la técnica de nichos [5], para poblaciones simples, u otras que mantienen
poblaciones aisladas, denominadas especies, cada una trabajando en una zona del

espacio de busqueda.

La técnica de fitness sharing fue desarrollada para mantener la diversidad en la
resolucion de problemas de funciones multimodales, y se basa en modificar

convenientemente el valor de adaptacion (fitness).

Asi se define la siguiente funcién de comparticion (sharing):
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d,
comp(d,) = 1—(—”] si d; <0, 2-13

\

0 en otro caso

donde dij representa la distancia entre dos individuos iy j, s define un radio de grupo,
y o controla la intensidad con la que varia esta funcién dependiendo de la distancia. La
distancia se puede medir tanto en el espacio del fenotipo, como en el del genotipo. El

valor de adaptacion se modifica de la siguiente manera con la funciéon de comparticion:

Ji

fi= T
z comp(d;)
j=1

2-14

donde f seria el valor de adaptacién inicial y n es el tamano de la poblaciéon. Cuando se
aplica la comparticion del valor de adaptacion, la poblacion se distribuye en un
determinado niimero de agrupamientos de individuos alrededor de un maximo. A estas
regiones se les denomina nichos. La determinacion del valor de o, va a depender del

problema a resolver.

Posteriormente en el trabajo [5] se desarrolla la técnica secuencial de nichos, también
para resolver funciones multimodales. Esta aproximacién toma prestada, de la técnica de
comparticion del valor de adaptacion, la idea de modificar el valor de adaptacién
basandose en distancias. Sin embargo, en vez estar continuamente modificando el valor
de adaptacion, basandose en la distancia entre individuos de la actual poblacion, la
técnica secuencial de nichos reduce el valor de adaptacion de un individuo en funcién de

su distancia a maximos encontrados en ejecuciones anteriores del algoritmo genético.

Esta técnica, si bien es menos costosa computacionalmente que la técnica de

comparticion del valor de adaptacién, también es dependiente del valor de os.

2.4.3 Trabajo previo

Las estrategias coevolutivas cooperativas son un paradigma nuevo dentro de la
computacion evolutiva, donde ademds las soluciones adoptadas dependen en gran
medida del problema a resolver. Es por esto que no existen modelos de referencia que
sirvan de base a la hora de abordar un nuevo problema. Por tanto se va a describir cuales

son los trabajos mas importantes realizados en este campo.
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Una de las primeras extensiones al modelo evolutivo bdsico para soportar
subcomponentes coadaptados es el sistema de clasificacion de [69]. Este sistema de
clasificacidn es un sistema basado en reglas, donde se desarrolla una poblacién de reglas
estimulo-respuesta usando un algoritmo genético. Las reglas individuales en la
poblacién trabajan juntas para formar la solucion a un determinado problema. Estas
reglas van a interaccionar entre ellas utilizando un modelo micro-econémico y van
competir por activarse. Para realizar la asignacion de crédito se utiliza un algoritmo
denominado bucket brigade que va a ir propagando un valor segin una cadena de

activacion.

Otra aproximacién al mantenimiento de una poblacion de reglas coevolutivas se realiza
en [49], mediante su sistema REGAL. Este sistema aprende reglas de clasificacion a partir
de ejemplos preclasificados. La descomposicion del problema se realiza mediante un
operador de seleccion, que agrupa a los individuos basandose en el cubrimiento que
realicen de un subconjunto de ejemplos, elegido aleatoriamente. Una solucion se forma
seleccionando la mejor regla de cada conjunto. Un operador semilla mantiene la
diversidad del ecosistema, creando los individuos apropiados, cuando no existe nadie,
con las propiedades necesarias para cubrir algin elemento del subconjunto aleatorio. El
valor de adaptacion (asignacion de crédito) de cada individuo en cada grupo es una

funcién de la consistencia, con respecto a un grupo de ejemplos, y a su simplicidad.

Posteriormente la eficiencia de REGAL [48] se ha mejorado con el uso de islas de
poblaciones semi-aisladas. A cada isla se asigna un conjunto de ejemplos preclasificados
y se aplica el operador de seleccidn y el operador semilla. Al final de cada generacion
ocurre una migracion de individuos entre islas. La funcionamiento general se completa
con la existencia de un proceso supervisor que maneja la asignacion de ejemplos a las

islas.

El trabajo de [135] es un ejemplo de desarrollo de redes neuronales, concretamente redes
de funciones de base radial, mediante técnicas cooperativas competitivas. En este caso se

utiliza un algoritmo genético basico al cual se le hacen las extensiones necesarias.

Ast se parte de la poblacion de individuos, correspondiendo un individuo a una neurona
de la red, por lo que existe una funcién de evaluacién que asigna un valor de adaptacién
a cada individuo/neurona. A estos individuos se les aplica la metodologia evolutiva
tipica de un algoritmo genético. La seleccidn, en este algoritmo, promueve de una parte,
la competicion entre individuos debido a la funcién de evaluacion que se utiliza. De otra

parte, también promueve la cooperaciéon entre los mismos individuos que se van a

~70 -



encargar de cubrir diferentes partes del dominio de actuacion. El valor de adaptacién se

establece en funcion de la disposicidn espacial del vector de pesos.

Dentro del campo del disefio de redes neuronales artificiales otra de aproximacion
coevolutiva cooperativa es el sistema SANE [95]. En este sistema cada individuo en la
poblacidn representa una neurona, especificando sus entradas, salidas y pesos asociados.
Una red neuronal se constituye a partir de la seleccién de un conjunto de individuos. Por
otro lado se mantiene una poblacion aislada de redes (Ilamadas blueprints) constituidas

por conjuntos de neuronas, que juntas, trabajan “bien”.

La evaluacion neuronal consiste en seleccionar neuronas de estos blueprints, formar

redes, evaluar estas redes y asignar el valor de adaptacion obtenido al blueprint.

El valor de adaptacion de una neurona serd la media de los valores de adaptacion de las
cinco mejores redes en las que participe. Como se puede observar es una medida de
cdmo una neurona trabaja con otras neuronas para la resolucion de un problema. De esta
manera se mantiene la poblacion y se propicia formacion de poblacion de

subcomponentes que cooperan.

Uno de los trabajos mas importantes dentro de la coevolucién cooperativa es el de
modelo de [109]. En este trabajo propone un ecosistema donde existen dos o mas
especies aisladas. Cada especie funciona como una poblacién individual donde se aplica
el Algoritmo 1-4, o algoritmo evolutivo general instanciado a uno de los paradigmas
clasicos. Asi pues, entre los individuos de una poblacién se producird, reproduccion,
seleccion, etc, pero no existira ninguna relacion evolutiva entre los individuos de

distintas especies.

Para obtener el valor de adaptacion de los individuos de una especie, se establece una
cooperacidn con representantes de las otras especies, determinando éste en funcion del
resultado de esta colaboracion. Existen diversos métodos para elegir los representantes
de otras especies con los que se colaborara. En muchos casos el representante de una

especie puede ser simplemente el que tenga mejor valor de adaptacion.

También se puede elegir este representante de una forma mas natural, escogiendo el

representante de una manera aleatoria entre los mejores.

En [44] se presenta un interesante trabajo que usa la coevolucién cooperativa. El modelo,
llamado MOBNET, se utiliza para obtener tanto la topologia como los pesos de una red.
En este caso los subcomponentes con los que se trabaja son subredes que se combinan
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para dar una red completa. La asignacion de crédito a los subcomponentes se resuelve
utilizando una técnica multiobjetivo donde se valoran eficiencia, complejidad, etc, de los
subcomponentes. Los subcomponentes van evolucionando paralelamente en poblaciones
aisladas. Una red completa se forma cogiendo un subcomponente de cada una de las

poblaciones anteriores.

Ademas existe una poblacién de redes completas que también van evolucionando.

2.5 Diseno evolutivo de redes neuronales artificiales

Las redes neuronales artificiales ofrecen un interesante paradigma para el disefio y

analisis de sistemas inteligentes dentro del campo de la inteligencia artificial.

La extensa investigacién realizada en el 4rea ha conducido a lograr importantes
resultados, tanto empiricos como teoricos, y al desarrollo de importantes aplicaciones
practicas. Sin embargo y normalmente, el disefio de una red neuronal para una
determinada aplicacion y bajo una serie de restricciones, suele ser un proceso heuristico,
de prueba y error, basado en la experiencia con similares aplicaciones. Ademas, la
eficiencia y complejidad de una red, para un problema particular, depende entre otras
cosas, de la elecciéon de las neuronas, la arquitectura de la red y el algoritmo de

aprendizaje usado.

Por ejemplo se parte, de un tipico algoritmo de aprendizaje, para establecer el conjunto
de pesos de una red, dada su topologia y un determinado conjunto de patrones de
entrenamiento. Inicialmente, y para que este algoritmo tenga éxito, serd necesario que
este conjunto de pesos dptimo exista en el espacio de busqueda determinado por las
restricciones, fruto de las distintas elecciones realizadas (tipo de neuronas, topologia de
la red, etc). Por otro lado, evidentemente, el algoritmo de busqueda debe de ser capaz,
también de alcanzar este conjunto de pesos 6ptimo. Pero incluso aunque el algoritmo de
busqueda encuentre un conjunto de pesos adecuado, para el conjunto de patrones de
entrenamiento, puede que la red no sea capaz de generalizar para patrones, que no se
han usado durante el entrenamiento, o puede que la complejidad de la red obtenida no
esté cerca de ser dptima. El conjunto de estos factores hacen que el disefio de una red

neuronal artificial sea una tarea complicada.

Es natural, dadas estas premisas, que se investigue en técnicas para automatizar el
disefio del conjunto de pardmetros que define una red neuronal, para un problema
determinado y bajo un conjunto de restricciones. Los algoritmos evolutivos ofrecen una

aproximacion atractiva y relativamente eficiente, para la resolucion de este problema.
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Estos devolveran, por su naturaleza, una solucién casi 6ptima en una amplia variedad de

dominios de problemas.

En un nivel abstracto, el problema del disefio de una red neuronal es esencialmente una
instancia de los problemas que se resuelven en otras disciplinas de la inteligencia

artificial [133] como el lambda calculo, maquinas de Turing, etc.

Estas ofrecen aproximaciones para buscar soluciones a problemas complejos cuando ni la
estructura, ni el tamafo de las soluciones se conoce de antemano. Sin embargo los
algoritmos evolutivos parecen adaptarse mejor [4; 65] al disefio de estructuras de
computo, masivamente paralelas, altamente interconectadas y con elementos de proceso
relativamente simples, como son las redes neuronales. Incluso, un estudio sobre el
disefio de una red neuronal conduce a una exploracién de las respuestas a cuestiones

fundamentales de interés de las neurociencias.

La evolucién en las redes neuronales [4], [57], [65], [137]se suele realizar en tres niveles:
evolucién de los pesos, evolucion de las arquitecturas, evolucion de las reglas de

aprendizaje.

Mediante la evolucidon de los pesos se pretende encontrar un conjunto de pesos casi
optimo, dada una determinada arquitectura. En este caso, como en otros, el paradigma
evolutivo mas utilizado son los algoritmos genéticos. Conviene también relacionar o
comparar esta aproximacion evolutiva con los algoritmos clasicos de entrenamiento

basados en la minimizacion del error.

De la misma manera, con la evoluciéon de la arquitectura de una red, se pretende
conseguir que esta posea una arquitectura casi Optima. La arquitectura de una red va a
determinar en gran medida la capacidad de proceso de ésta, lo que implica que este es
uno de los campos de investigacion mds importante dentro del disefio de las redes

neuronales.

Existen dos aspectos importantes en la evolucion de las arquitecturas: la codificacién de

la arquitectura y el procedimiento de busqueda a utilizar.

Por ultimo, decir que el campo de la evolucion de las reglas de aprendizaje es el menos
investigado, ya que resulta complicado codificar de manera mas o menos general estas
reglas. Para solventar en cierta manera este problema, se suelen establecer una serie de

restricciones.
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2.5.1 Evolucion de los pesos de una red

El aprendizaje de los pesos de una red, se formula usualmente como la minimizacién de
una funcién de error, que suele venir dada como el error cuadratico medio total entre las
salidas objetivo, dadas por los patrones de entrenamiento, y las salidas actuales ofrecidas
por la red. La mayoria de estos algoritmos [65] de entrenamiento, como el de
backpropagation o los algoritmos de gradiente conjugado, se basan en aplicar técnicas de
gradiente descendiente de una manera iterativa. Estos algoritmos se aplican con éxito en
ciertas ocasiones, aunque tienen ciertos inconvenientes debidos a su naturaleza. Uno de
los inconvenientes mdas importantes es que pueden quedar atrapados en minimos
locales. Otro inconveniente es que su aplicacion depende de la diferenciabilidad de la
funcion. Asi, en general la complejidad de estos métodos sera proporcional al coste
asociado a conseguir las derivadas de la funcién. En el caso mas extremo, estos métodos

no se pueden aplicar si la funcién no es diferenciable.

Una de las alternativas a las técnicas clasicas, y a sus inconvenientes intrinsecos, es
formular este proceso de entrenamiento como la evolucion de los pesos de la red, en el
entorno determinado por la arquitectura. Con esto se tienen una serie de ventajas. La
primera es que los algoritmos evolutivos proporcionan una estrategia global de
busqueda que devolvera un conjunto de pesos casi Optimos. El adjetivo de casi optimos
viene dado por la naturaleza en si de los algoritmos evolutivos que devuelven una
solucion “cercana” al 6ptimo global. Otra ventaja es que el valor de adaptacién de una
red de este tipo, puede ser definido de acuerdo a diferentes necesidades. Ademas, y al
contrario que en los algoritmos de entrenamiento basados en gradiente descendiente, la
funcion del valor de adaptacion no tiene por que ser diferenciable, ni incluso continua.
Por otro lado, el mismo algoritmo evolutivo, se puede usar para entrenar diferentes tipos

de redes neuronales: hacia delante, hacia atras, etc.

Asi mismo el entrenamiento evolutivo de una red, facilita la generacion de redes
neuronales con caracteristicas especiales. Para esto, se suele tratar convenientemente la
funcién de evaluacién, o funcion que devuelve el valor de adaptacion. De esta manera, se
puede incluir por ejemplo en ésta, un término de penalizaciéon que disminuya la

complejidad de la red y que aumente su capacidad de generalizacion.

Como inconveniente un entrenamiento evolutivo es generalmente mas lento que las
variantes mas rapidas de un algoritmo back-propagation [38] o de un algoritmo de
gradiente conjugado [93] , cuando la informacién de gradiente es facil de obtener. A

pesar de esto existen experimentos [111] en los que un algoritmo genético ha demostrado
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ser mas rapido que un algoritmo de gradiente descendiente. Este resultado se debe a la

sensibilidad inicial de las condiciones iniciales

En resumen el uso de algoritmos evolutivos se adecta a la hora de determinar los pesos
de una red, ya que estos estan especializados en trabajar con espacios de busqueda
grandes, complejos, que no tienen que ser diferenciables y que pueden ser multimodales,
como son los espacios de busqueda definidos por las funciones de error o las funciones

definidas por el valor de adaptacion.

2.5.2 Diseno del algoritmo evolutivo

En esta aproximacion evolutiva para el entrenamiento de los pesos de una red, existen
dos tareas principales. La primera consistiria en decidir la representacion genotipica de
los pesos de la red. En cuanto a la representacion de los individuos de la poblacién

existen dos tipos:

1. Representacion mediante cadenas de bits: esta representacion seria similar a la
utilizada en los algoritmos genéticos y por lo tanto estd muy ligada al uso de
estos como esquema general de evolucion. Entre sus ventajas destacan la
existencia de muchos estudios sobre este tipo de representacion [68]. Su
simplicidad y generalidad. La facilidad que ofrece a la hora de implementar
operadores tipicos de cruce o mutacion. Entre sus inconvenientes se encuentran
su pobre escalabilidad, por ejemplo, cuando la red a tratar posee muchas
conexiones.

2. Representacion mediante numeros reales: en este caso, el peso de una
interconexion es representado directamente por un nimero real. El uso de esta
representacion implica que la utilizacion de operadores de reproduccion estandar
no sea tan directa y que haya que adaptarlos al esquema de representacion
empleado. Asi un operador que se usa tipicamente es un operador de mutacion
donde se suma una cantidad aleatoria gausiana. En cuanto a la implementacion
de un operador de cruce debe ser muy especifica por lo que muchas veces, solo se
utiliza un operador de mutacion. Todo esto implica que exista menos trabajo de
referencia sobre este tipo de representacion, lo que es un inconveniente. Como
ventaja no se tendrian problemas de precision, ni los acarreados por la

conversion genotipo-fenotipo.

La segunda tarea seria decidir el modelo de evolucion a utilizar. Partiendo del algoritmo
general evolutivo Algoritmo 2-2, habria que fijar todos sus pardmetros: operadores,

esquema de seleccion, etc. Dependiendo de estas elecciones los resultados pueden ser
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muy diferentes. En cualquier caso un individuo puede ser un conjunto de pesos de una
red, o un peso de la red si se opta por una técnica coevolutiva cooperativa. Para evaluar
estos individuos, lo normal sera transformar los genotipos en fenotipos, aplicarlos a la
red y medir el error que se produce. El valor de adaptacion de cada individuo estara en

funcion de este error.

2.5.2.1 Entrenamiento hibrido de los pesos de una red

Uno de los principales inconvenientes de los algoritmos evolutivos es que presentan

cierta ineficiencia a la hora de afinar en una buasqueda local.

Por otro lado, hay que tener en cuenta que cuando se utiliza sélo un algoritmo
matematico de minimizacioén de error, se tiene que ejecutar varias veces en la practica,

partiendo de diferentes condiciones iniciales, para conseguir buenas soluciones.

Asi pues, seria interesante mejorar la eficiencia de ambos, incorporando un
procedimiento matematico de btisqueda local al final de una técnica de evolucion. Con
esto se conseguiria unir la habilidad de los algoritmos evolutivos para realizar busqueda

global con la caracteristica de afinamiento de una buisqueda local.

os algoritmos evolutivos se usarian inicialmente para localizar una region del espacio

idénea, donde deberia encontrarse el extremo global.

Después, se aplicaria el procedimiento de busqueda local para encontrar una solucion, lo

mas cerca posible, a ese extremo global.

Como procedimiento de busqueda local se puede usar un algoritmo de gradiente

descendiente.

En la figura 2-7, se muestra un ejemplo de la importancia de partir de buenas
condiciones iniciales, en un proceso de busqueda del conjunto de pesos adecuado de una
red.

Ast si se parte del punto wi un algoritmo de gradiente descendiente tenderd a acabar y a
dar como solucion wy, mientras que si se parte de wi, la solucion final aportada por el

algoritmo sera we.

La mision, por lo tanto, del algoritmo evolutivo, serd aportar como condiciones iniciales

wi, en lugar de wi.
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ernor

Wig Wes Wiz Wiz pesos

Figura 2-7: Espacio de biisqueda definido por conjunto de pesos de una red

En [6] se usa un algoritmo genético, que genera una buisqueda global que asigna a los
pesos unos valores iniciales, y después se utiliza un algoritmo de backpropagation, que
mediante una busqueda local, afina la solucién. En sus resultados se muestra que la
aproximacion genética/backpropagation es mas eficiente que la utilizacion de un

algoritmo genético o un backpropagation por separado.

2.5.3 Evolucion de las arquitecturas

En el apartado anterior se ha descrito la técnica de evolucion de los pesos de una red. En
este caso se partia de que la arquitectura de esta red estaba prefijada y se mantenia fija
durante toda la evolucién. Ahora la idea es realizar un disefio evolutivo de la
arquitectura de la red, lo que afectaria tanto a la conectividad de esta, como a las

funciones de transferencia de cada nodo.

La arquitectura elegida o disefiada para una red neuronal es muy importante ya que va a
definir las caracteristicas de procesamiento de informacién de ésta y por tanto sus
posibilidades y eficiencia. Dada una tarea de aprendizaje, una red neuronal con pocas
conexiones y nodos lineales no serd capaz de realizarla debido a las limitaciones en la
capacidad de aprendizaje. Por otro lado, si la red tiene muchas conexiones y nodos no

lineales, puede que incurra en problemas de sobreentrenamiento y poca generalizacion.

Hoy en dia, el disenio de la arquitectura de una red neuronal suele ser un trabajo
heuristico, que depende tanto del conocimiento experto de la persona que lo realiza
como de procesos de prueba y error. No existe un método sistematico para disefiar una
arquitectura de red para una aplicacién determinada. Una aproximacion al disefio
automatico de arquitecturas son los algoritmos constructivos o destructivos [38] [43]. En
resumen, un algoritmo constructivo comienza con una red muy basica (con pocas capas
ocultas, nodos y conexiones) y va afiadiendo nuevas capas, nodos y conexiones conforme
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van haciendo falta y durante el proceso de entrenamiento. Por otra parte un algoritmo
destructivo hace lo contrario, es decir, empieza con una red muy compleja y va

eliminando capas, nodos o conexiones que considera innecesarios.

Al igual que en el caso de la evolucion de los pesos de una red, el disefio evolutivo de la
arquitectura de ésta presenta una serie de ventajas [137] con respecto a otras técnicas.
Estas ventajas estan relacionadas con una mejor adaptacidon a las caracteristicas del
espacio de busqueda que definen las arquitecturas de las redes neuronales. La primera
caracteristica es que la superficie de este espacio es infinitamente grande ya que el
numero de conexiones y nodos no esta limitado a priori. Por otro lado la superficie es no
diferenciable ya que los cambios en el numero de nodos o conexiones son discretos y
pueden tener un efecto discontinuo en la eficiencia de la red. Ademas la superficie es
compleja y existe el ruido, debido a la conversion genotipo-fenotipo, y a la dependencia

con el método de evaluacién usado.

La superficie ademds da lugar a ambigiiedades donde similares arquitecturas, puede

tener diferentes eficiencias, y donde diferentes arquitecturas tienen una eficiencia similar.

2.5.4 Diseno del algoritmo evolutivo
Dentro del campo de la evolucién de arquitecturas de redes neuronales [137], casi toda la
investigacion se refiere a la topologia de la red, no habiéndose trabajado mucho en la

evolucidn las funciones de transferencia de las neuronas.

En el disefio de un algoritmo evolutivo que obtenga una arquitectura de red adecuada
existen dos aspectos principales, la representacion del genotipo, y el proceso de

evolucidn en si.

En cuanto a la representacion del genotipo, existen dos tipos principales [137]. Esta
clasificacidn, que se describe a continuacion, esta basada en la cantidad de informacién

que se va codificar.

1. Esquema de codificacion directa o codificacidn fuerte. En este tipo de esquema se
codifican practicamente todos los detalles de la arquitectura de la red. Asi por
ejemplo se podria utilizar una matriz C, de n xn para codificar una red con n
nodos, donde cj, indicaria la presencia o ausencia de conexion entre el nodo i y el
j. Con este esquema, es sencillo extraer un sistema de codificacion mediante
cadenas de bits. Ademads permite establecer facilmente restricciones sobre el tipo

de arquitecturas permitidas, mediante el establecimiento de ciertas reglas. Este
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esquema se adapta bien a arquitecturas pequefias, o de pocos nodos y
conexiones, pero no escala bien cuando las arquitecturas se hacen grandes. De
todas formas, y partiendo de las restricciones de la red, también se puede
disminuir el tamano de las matrices.

2. Esquema de codificacion indirecta o codificacion débil. Ahora sdlo se codifican
los pardmetros mas importantes con los que se trabaja como por ejemplo: el
numero de capas, numero de nodos por capa, etc. El resto de los detalles los
decide el algoritmo de entrenamiento, mediante reglas de desarrollo, que indican
por ejemplo, qué nodos se unen y como lo hacen. Este sistema de codificacién
mas compacto y mas cercano a la naturaleza, segun las neurociencias. Existen
diferentes formas de realizar esta codificaciéon como por ejemplo:
® Representacion paramétrica: Consistiria en la codificacion de los principales

parametros que definen una red como por ejemplo el nimero de sus capas,

neuronas por capas, etc.

¢ Representacion de reglas de desarrollo: En este caso se codificarian las reglas

de desarrollo que se usan para construir arquitecturas.

¢ Representaciones coevolutivas: En [2] se usa una representacion en la que cada
individuo de una poblacién representa una neurona de la red, en lugar de una
red en si. Para asignar el valor de adaptacion, se utilizar técnicas de

comparticion de éste.

Con respecto al proceso de evolucion, se instanciaria el Algoritmo 2-2, o algoritmo
evolutivo general, definiendo todos los elementos que lo componen. Asi, por ejemplo,
un individuo serd una red o un componente de ésta (neurona o conjunto de ellas) si se
elige una estrategia coevolutiva. A continuacién se formara la red correspondiente y se
entrenara (si los pesos estan sin determinar), para después medir el error producido por
la red. Lo normal serd usar este error, para calcular el valor de adaptacién de un

individuo. Este esquema de funcionamiento se define en la figura 2-8.

53 Decodificacidn
Evolucidn de Entrenamiento
lapoblacién de lared
‘ o
Codificacion
Error de lared

Figura 2-8: Ejemplo de un mecanismo evolutivo para el disefio de una red neuronal
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En principio, la evolucion de las arquitecturas de red es un proceso adaptativo donde no
tiene porque existir un conocimiento a priori, pero su existencia en cualquiera de la
etapas del algoritmo, facilita la eficiencia de la evolucion. Con respecto a la definicion de
la funcién evaluacién no existen tampoco limitaciones, en funcién de aspectos de
continuidad, diferenciabilidad, etc. En esta funcion se suelen incluir sin mucha dificultad,
parametros relativos a eficiencia, complejidad, costes, etc. Todo esto va a mejorar los

resultados obtenidos.

Uno de los problemas detectado en el disefio evolutivo de arquitecturas es el problema
de la permutacién, que ocurre cuando dos redes son funcionalmente equivalentes, pero
tienen sus nodos dispuestos de diferente manera, y por lo tanto tienen dos genotipos
diferentes. Esto implica se mantendra en la poblacién dos redes practicamente iguales y
que los descendientes de estas redes normalmente tendran un valor de adaptacion bajo.
Esta es una de las razones por las que en muchos algoritmos evolutivos de este tipo, se

omite un operador de cruce

2.5.5 Evolucion de las reglas de aprendizaje

Un algoritmo de entrenamiento puede presentar diferentes resultados dependiendo de la
arquitectura a la que se aplique. De hecho, el disefio de un algoritmo de entrenamiento, o
de las reglas de aprendizaje, usadas para ajustar los pesos de una red, dependen de la
arquitectura elegida para esta. El problema, es que este disefio se suele tornar
complicado cuando hay poco conocimiento a priori, sobre la arquitectura de red y la

aplicaciéon determinada.

Surge pues la necesidad de desarrollar un método automatico y sistematico para adaptar
las reglas de aprendizaje, a la arquitectura de la red y aplicacion elegidas. En la
actualidad el disefio de estas reglas de aprendizaje es realizado por expertos (humanos)
en la materia realizando una serie de suposiciones que suplen la falta de conocimiento
antes mencionada, pero que muchas veces son erréneas. Lo ideal seria que el sistema
adaptara sus reglas de aprendizaje en funcién de la red con la que se trabaje y a la
aplicacion asignada. Asi pues parece normal pensar en técnicas evolutivas para

conseguir esta adaptacion.

El trabajo en este campo [137], estad en sus primeras etapas, pero pone de manifiesto que
las relaciones entre evolucidn y aprendizaje son bastante complejas. Incluso, yendo mas
alla, permitiria ayudar a entender como la creatividad aparece en sistemas artificiales, lo

que puede servir de antesala para modelar el proceso creativo en sistemas bioldgicos.
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Se pueden distinguir las siguientes aproximaciones en la evolucion de reglas de

aprendizaje:

1. Evolucion de los parametros de las reglas: En esta primera aproximacion se
propone un ajuste evolutivo de los parametros que rigen las reglas y no de las
reglas en su totalidad. En [6] se usa una técnica evolutiva para encontrar los
mejores parametros de las reglas de aprendizaje, manteniendo predefinida y fija
la arquitectura de la red. Por otro lado en [63] se hace evolucionar tantos los
parametros de las reglas como la arquitectura de la red.

2. Evolucion de las reglas de aprendizaje: En este caso se produce la adaptacion de
las reglas en si. La adaptacion de las reglas de aprendizaje hace que estas reglas y
la red en general tengan una conducta dinamica. El problema es como codificar
esta conducta dindmica de la red en genotipos estaticos. El intentar desarrollar un
esquema de representacion que pueda recoger esto es impracticable, por lo que es
necesario imponer una serie de restricciones. Un ejemplo de estas restricciones es
que la forma de adaptacién sea a partir de informacion local o que las reglas de
aprendizaje sean iguales para todas las conexiones de una red. Una vez prefijadas
estas restricciones hay que decidir que parametros van a intervenir en las reglas,
decidir la representaciéon de los genotipos y decidir las caracteristicas del

algoritmo evolutivo. Ejemplos de estos algoritmos se encuentran en [137].

2.6 Sistemas de Logica Difusa

2.6.1 Introduccion

La logica difusa permite representar de forma matematica conceptos o conjuntos
imprecisos, tales como dias frios, meses calurosos, personas altas, salarios bajos,
consumos altos, etc. Pero hay que tener en cuenta que la idea en si de que las cosas no
son blancas o negras, sino que existen infinitos matices de grises viene ya desde la época

de los primeros grandes filosofos.

Posteriormente, otros grandes pensadores apoyaban esta idea manteniendo que el
razonamiento venia dado por las observaciones de las que somos testigos a lo largo de

nuestra vida y la deteccion de algunos principios contradictorios en la logica clasica.

Nace a mediados de los afios 60, cuando Lotfi Zadeh publica su trabajo Conjuntos

Difusos [139], por el cual se le considera el padre de este campo cientifico.
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Este paradigma propone un nuevo modelo de inferencia mas cercano al lenguaje natural
y al pensamiento humano. Para esto, provee de un medio efectivo para capturar la

natural inexactitud y aproximacién del mundo real.

En el lenguaje humano, es normal, que se manejen sentencias como: “Juan es alto”, “La
velocidad es baja”, “El agua esta caliente”, etc. Estas sentencias se caracterizan porque los
adjetivos empleados para distintos elementos, (alto, baja, caliente...) no tienen una

cuantificacion exacta y son muchas veces subjetivos al sujeto que los emite.

Es frecuente, también que las personas empleen reglas del tipo “Si la velocidad es alta
Entonces presiona moderadamente el freno”, “Si la temperatura es baja Entonces eleva
levemente la potencia del calentador”, etc. Estos ejemplos, captan el funcionamiento de

la 16gica difusa, y revelan que para su implementacion se necesitan elementos como:

1. Etiquetas lingiiisticas frente a valores numéricos de una variable (muy caliente
frente a 40°C)

2. Cuantificacién de variables lingiiisticas (ul puede tener nuimero finito de
etiquetas lingtiisticas dentro de un rango: muy bajo, bajo, ..., muy alto) mediante
funciones de pertenencia difusas
Conexiones logicas para variables lingiiisticas (Y, O, ...)

Implicaciones (SI A ENTONCES B)

Combinaciones de reglas, etc.

A continuacién se describen, mas formalmente, todos los elementos necesarios para
implementar un sistema de que permita realizar razonamiento utilizando logica difusa,
mas conocido como Sistema de Ldégica Difusa (SLD). Para esto se muestran los
fundamentos de la légica difusa, las bases del razonamiento difuso y conceptos sobre

defuzzificacion.

2.6.2 Fundamentos de la 1dgica difusa

2.6.2.1 Conjuntos clasicos y conjuntos difusos

Un conjunto nitido es un conjunto clasico que puede ser definido mediante el listado de
todos sus elementos o mediante el establecimiento de una condiciéon que exprese los

elementos que pertenecen a ese conjunto, por ejemplo:

- 82 -



A = {x|x>5} 2-15

Para este conjunto se puede definir una funcién de pertenencia cero-uno, también

llamada funcién caracteristica, denotada por @A(x) de modo que:

0 si xe4d

= 2-16
#ax) {1 si xed

Dado un conjunto nitido, y cualquier elemento se sabe si este pertenece o no a al

conjunto.

En un conjunto difuso la transicidon entre pertenecer o no pertenecer a él, es gradual, y
esto es lo que caracteriza a este tipo de conjuntos. Esta transicion progresiva va a venir

definida por su funcién de pertenencia.

Un conjunto difuso D se puede definir en un universo de discurso U caracterizado por
una funcién de pertenencia que toma valores en el intervalo [0, 1] y se denota como ur(u):
u-[o,1].

Como se observa un conjunto difuso se puede ver como una generalizacion de un

conjunto nitido, donde la funcion de pertenencia sélo tomaba los valores 0 6 1.

El conjunto difuso F en U puede ser representado por un conjunto de pares ordenados

compuestos por el elemento genérico u y su funcion de pertenencia.

Fo= {wuw)uel} 2-17

Cuando U es continuo, F puede ser escrito concisamente como:

Fo= [ 218

si U es discreto, el conjunto difuso F es representado como:

F o= > u,w)lu 2-19
i=1
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2.6.2.2 Operaciones teoricas de conjuntos

Dados A y B dos conjuntos difusos en U con funciones de pertenencia ua(x) y us(x)
respectivamente, las operaciones de union, interseccion y complemento se definen a

partir de sus funciones de pertenencia.

T-conormas

Suma algebraica x®y=x+y
Suma limitada x® y=min(l,x+y)
Suma drastica x si y=0

x®@y=qy si x=0

I si x,y>0
T-normas
Producto algebraico x®y=xy
Producto limitado x®y=max(0,x+y-1)
Producto drastico x si y=1

x®y=<y si x=1
0 si x,y<l1

Tabla 2-1: Distintas T-conormas y T-normas.

2.6.2.3 Unidn

La union de A y B, se nota como A U B, y se define con respecto a la funciéon de

pertenencia siguiente, para todos los ue U.

Hos@) = max{pe,(u), ()} 220

Intuitivamente se podria ver como el menor conjunto difuso que contenga tanto a A

como a B. En general la union se suele representar como:

Haop) = () ® py(u) 2-21

donde a ®, se le denomina operador t-conorma 6 s-norma. Existen varios tipos de

t-conormas, ademas del maximo en (2-20), estas se muestran en la Tabla 2-1.
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2.6.2.4 Interseccion

La interseccién de Ay B, A N B, se define, para todos los ue U, con respecto a la funcién

de pertenencia:

M) = min{u, (u), ty(u)} 2-22

Esta operacion se podria entender como el mayor conjunto difuso que es contenido
tanto por A, como por B. También aqui se puede generalizar la intersecciéon y

expresarla CcOomao:

Harg) =, () ® gy (u) 2-23

La interseccién ahora se ha expresado en funcion de una t-norma. Ademas de la t-

norma minimo de (2-22), existen otras t-normas reflejadas en la Tabla 2-2.
2.6.2.5 Complemento

El complemento del conjunto difuso A, A, para todos lo u € U, se define con respecto a

la funcién de pertenencia:

py) = 1=, (u) 2-24

2.6.2.6 Funciones de pertenencia

Tal y como se ha definido una funcién de pertenencia, ua(x), del elemento x en el
conjunto A, devuelve un valor en el intervalo [0, 1] que refleja el grado de pertenencia
dexa A.

Existen diferentes tipos de funciones de pertenencia dependiendo de su forma.
2.6.2.7 Triangular

Una funcién triangular se define con respecto a tres pardmetros {a, b, ¢} que

determinan las coordenadas en x de sus esquinas:

triangulo(x;a,b,c) = max(min(z —d , ﬂj, OJ 2-25
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2.6.2.8 Trapezoide

Se puede establecer una funcidén trapezoide en funcién de sus cuatro parametros {a, b,
¢, d}

trapezoide(x;a,b,c,d) = max min(x —4d , 1, d- xj’ 0 2-26
b—a d—-c

Estas dos funciones son las mas usadas debido a la simplicidad de sus férmulas y a su
eficiencia computacional, sobre todo en aplicaciones en tiempo real. Sin embargo, y por
estar compuestas de segmentos no son de las mas graduales que se pueden utilizar,

para conseguir esta caracteristica se usan las siguientes funciones:
2.6.2.9 Gausiana

Una funcién de pertenencia gausiana se caracteriza por un centro y un radio {c, o}:

_ _ 2
gausiana(x;c,0) = e o 2-27

2.6.2.10 Campana generalizada

Como caso mas general de funcidon gradual podemos definir una campana con tres
parametros {a, b, ¢} que definen la amplitud de la campana 24, su centro ¢, y la
pendiente lateral —b/2a:

1

campana(x;a,b,c) = 1+|(x—c)/a)|2b 2-28

Producto cartesiano, relaciones difusas y composicion de relaciones
Dados los conjuntos difusos Ai, ..., A» en los universos de discurso Ui, ..., U
respectivamente, el producto cartesiano de Az, ..., As, es un conjunto difuso en el

espacio Ui x ...x U, con la funcién de pertenencia

Hoper Qseett,) = minfee, ), it ()} 2.29

o~
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luA,x...xA,,(ul""’un) = :UA,(”1)’ﬂAz(”2)---aﬂAn(un) 2-30

Una relacién difusa representa un grado de presencia o ausencia de asociacion,
interaccién o interconexion entre dos o mas conjuntos difusos. Algunos ejemplos de
relaciones difusas son: x es mucho mas grande que y, y estd muy cerca de x, z es mucho

mas verde que y, ... Es tipo de relaciones juegan un papel muy importante en un SLD.

Sean U y V dos universos de discurso, una relaciéon difusa, R(U, V) es un conjunto
difuso en el espacio del producto U X V, y se caracteriza por una funcién de

pertenencia ur(x,y) dondex e Uey e V, es decir:
RU.VY = @)t ()| (ry)e UnV} 231

La generalizacion de una relacion difusa a un espacio del producto cartesiano n-

dimensional es directa.

Como las relaciones se pueden considerar como conjuntos difusos en un espacio
producto, se pueden definir operaciones algebraicas y tedricas de conjunto para ellas,
usando los operadores unidn, intersecciéon y complemento, definidos anteriormente.
Dadas R(x,y) y S(x,y), dos relaciones difusas en el mismo espacio producto U x V, la
interseccion y unién de R y S, que son composiciones de dos relaciones, se definen

como:

(X, ) ® pg(x,) 2-32

:uRmS (x, J’)

luRuS ()C, y) :UR ()C, J’)@,Us ()C, J’) 2-33

donde ®es una t-norma y @ es una t-conorma.

Se considera ahora la composicion de relaciones de diferentes espacios productos que
comparten un conjunto comun, por ejemplo R(U, V) y S(V, W) (x es mas pequefio que y
e y esta ceca de z). Asociado a la relacion difusa R tenemos su funcidon de pertenencia
Mr(x, y), donde wur(x, y) € [0, 1] y asociada a la relaciéon S tenemos su funcion de
pertenencia us(x, y), donde us(x, y) € [0, 1]. Cuando R y S se definen en universos de

discurso discretos, entonces la composicion difusa de Ry S, se escribe R © S.

Esta relacion puede se descrita por un diagrama sagital, en que cada linea es etiquetada
por el valor de su funcion de pertenencia, o por una matriz relacional difusa, en la que
cada elemento es un numero real en el intervalo [0,1]. Una forma de expresar
matematicamente la funcion de pertenencia de esta relacion es mediante la conocida

composicion sup-star de Ry S:
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Hpos(x,2) = suplir, (x,9) ® p15(y,2)] 534

yeV

cuando U, V'y W son universos de discurso discretos entonces la operacion sup es el

maximo. Como t-normas se suelen usar el minimo y el producto.

xelU yeV zeW
— e (x,7) — U (v,z) — > My (X)

R S

Figura 2-9: Composicion sup-star

En la figura 2-9, se muestra un diagrama interpretativo para la composicion sup-star,
que sugiere una manera simple para componer relaciones difusas mas complicadas. Si
se considera la relacién difusa R tan sélo como un conjunto difuso entonces ur(x, y) se
convierte en ur(x), por ejemplo “y es medianamente grande y z es menor que y”.
Entonces V = U y la figura 2-9 se transforma en la figura 2-10, y representa un conjunto
difuso puede activar una relacién difusa. Esta es una de las bases del funcionamiento
del SLD.

V=U zeW

Figura 2-10: Composicion sup-star, interpretando la primera relacién como un conjunto difuso

Teniendo en cuenta que V= U:

Sup[,uR(xay)®;US(yaZ)] = Sup[/UR(x)®lus(va)] 2.35

yev xeU

que es solo funcidon de la variable de salida z, por lo que podemos simplificar la

notacidn ur-s(x, z) a ur-s (x), asi que cuando R es sélo un conjunto difuso:
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Ups(2) = SuP[:UR(X)®;US(va)] 2-36

xeU

2.6.2.11 Variables lingiiisticas

Una variable lingtiistica se caracteriza por la quintupla (x, T(x), U, G, M), donde x es el
nombre de la variable; T(x) es el conjunto de términos o etiquetas de x; G es la regla
sintactica para generar los valores de x; y M es una regla semantica para asociar cada

valor con su significado.

Alrelocidad)
1 haja media alta
0.5
0 : -
40 70 1a0 welocidad

Figura 2-11: Representacion de las etiquetas lingiiisticas de la variable velocidad.

Por ejemplo, si velocidad es interpretada como una variable lingiiistica, entonces el

conjunto de etiquetas T(velocidad) podria ser:

T(velocidad) = {baja, media, alta} 2-37

donde cada etiqueta en T(velocidad) se caracteriza por un conjunto difuso en un
universo de discurso U = [0, 150]. Se puede interpretar baja como “una velocidad por
debajo 40 km / h”, media como “una velocidad en torno a 70 km / h y alta como “una

velocidad superior a 100 km / h”.

Estas etiquetas se pueden caracterizar como conjuntos difusos cuyas funciones de

pertenencia se representan en la figura 2-11.

2.6.3 Logica difusa y razonamiento difuso
Como se ha descrito hasta ahora, la 16gica difusa toma prestados muchos conceptos de la
logica tradicional o clasica. Uno de estos conceptos es el que se conoce como reglas

difusas, que se notan de la siguiente manera:
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SIx es AENTONCES y es B 2-38

donde A y B son etiquetas lingiiisticas definidas en universos de discursos X e Y
respectivamente. A la parte “x es A” se le llama antecedente o premisa, mientras que a
“y es B” se le llama consecuente o conclusion. Las reglas difusas son ampliamente
utilizadas en las expresiones lingiiisticas cotidianas: “SI la carretera es sinuosa
ENTONCES la conduccién es peligrosa”; “SI la velocidad es media ENTONCES

presionar ligeramente el freno”...

El siguiente paso es formalizar una regla difusa “SI x es A ENTONCES y es B”, la cual
se representa abreviadamente como: A — B. En esencia la expresion describe una
relacion entre dos variables x e y; esto sugiere que una regla difusa, se puede definir en
términos de una relaciéon difusa R en el espacio producto X x Y. Ademads una regla
difusa se va a caracterizar por una funcién de pertenencia x_,5(x, y) donde ua_s(x, y) €
[0, 1]. ma_B(x, y) mide el grado de verdad de la relacién de implicacién entre x e y.

Ejemplos de interpretaciones de esta funcion de pertenencia son:

My (x, ) =1—min[u, (x),1- 2, (»)] 2-39
My (x, ) = max[l— u, (x), 1, ()] 2-40
Uy (6, 0)=1=1,(x)(1= 1, (»)) 2-41

El razonamiento aproximado (o razonamiento difuso) es un procedimiento de inferencia
usado para obtener conclusiones a partir de un conjunto de reglas difusas y una o mas
condiciones. Para esto se usa principalmente una generalizacion de la regla de
inferencia de la logica clasica Modus Ponens, a la que se le denomina Modus Ponens

generalizado y cuyo funcionamiento se describe a continuacion.

premisa 1: xes A

premisa 2: SIx es AENTONCES y es B 2-42

consecuencia: yes B’

Esta regla de inferencia estd basada en la regla de composicion de inferencia para

razonamiento aproximado aportada por [139]. La diferencia con la regla de inferencia
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clasica estriba en la inclusion de los conjuntos difusos A"y B". Donde el conjunto difuso
A" no es necesariamente igual al conjunto difuso antecedente A, y B" no es
necesariamente igual al conjunto difuso consecuente B. Esto implica que en ldgica
difusa, una regla se “dispara” en funcién de la similaridad entre la primera premisa y
el antecedente de la regla. Mientras que el resultado del disparo de la regla es un

consecuente que tendra cierto grado de similaridad con el consecuente de la regla.

xes A* y es B*
——> Regla SFENTONCES ——» M ()

IuA—>B (X, y)

Figura 2-12: Interpretacion de Modus Ponens generalizado

La figura 2-12 representa una interpretacion para el Modus Ponens generalizado que
como se puede observar coincide con la figura 2-10. De esto se puede concluir que el
Modus Ponens generalizado es una composicion difusa donde interviene una relacién

difusa.

B =4 ocR=A4 o(4— B) 2-43

De la misma manera y para obtener us<(y) usaremos la composicion sup-star, teniendo

en cuenta las figuras y haciendo las transformaciones simbdlicas apropiadas en (1-61):

() = suplu ()@ p, 4 (x )] 244

xeAd

Hay diversas formas de implementar esa implicacion. Entre las mas comunes destaca
la de[87]:

Hp(x,y) = minfu, (x), 1, ()] 2-45
o la de [58]

Uy g(x,y) = w(x)u(y) 2-46

lo que se puede expresar como una t-norma:
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Mz (x,y) = 1, (x)®uy(y) 2-47

Para trabajar de una forma general mas general, se expresa (2-44) de la siguiente

forma:
Hy () = Blu ()®u,,,(xy)] 2.48

Vamos a considerar ahora diversos casos practicos que se nos pueden presentar:

Un solo antecedente y un solo consecuente: En este caso se puede transformar (2-48) en la

siguiente ecuacion:
He) = ®Olu NOu,0]®u,(») = weu» 249

Lo que implica que se buscara primero el grado de solapamiento maximo w entre z+(x)
® ua(x) (el drea sombreada en la parte antecedente de la Figura); entonces la funciéon de
pertenencia de B’ es igual que la funcion de pertenencia de B recortada por w, mostrada

en la parte consecuente de la figura 2-13.

minimo

Figura 2-13: Razonamiento con un antecedente y un consecuente

Dos antecedentes y un consecuente: en este caso la regla se escribiria como “SI x es A Y y

es B ENTONCES z es C”. El problema a resolver mediante razonamiento aproximado

se expresa:
premisa 1: xesA"YyesB
premisa 2: SIxes AY yes BENTONCES zes C 2-50

consecuencia: zes C

La regla difusa de la premisa 2 se puede expresar como A x B — C. Intuitivamente esta

relacion difusa se puede expresar con la siguiente funcion de pertenencia:
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g (6,9,2) = ()@ Uy (y)® u.(2) 2-51

Y C* se puede expresar como:

C"'=(A"xXB")o(AXxB - C) 2-52

entonces:

e () = Ol ()@ p, (1]®L, (1) ® 1, (1) ® pe (2)]
=01, ()® 1, (1) O 1, (1) © 1, (M]® e (2)
ol weunmlelel, v1oumle s e
=, ®w, @ i (2)

2-53

donde w1 es el grado de maximo solapamiento entre A" y A; w2 es el grado de

solapamiento entre B* y B; y w1 ® w2 es el grado de disparo de la regla para el que se

escoge una t-norma minimo.

minimo

Figura 2-14: Razonamiento con dos antecedentes y un consecuente

En la figura 2-14, se muestra una interpretacion grafica de este procedimiento, donde la

funcién de pertenencia de C' es igual la funcion de pertenencia de C recortada por el

grado de disparo de la regla. La generalizacién a mas de dos antecedentes es directa.
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minimo
u A7 H B, H c,
/“\ S /} e —
X Y Z
“ Az b B, a Cz
o O s e
N —
X Y zZ
5 y : maximo
i
c’
! z
z

Figura 2-15: Razonamiento difuso (mdaximo-minimo) para miiltiples reglas con miiltiples
antecedentes

Multiples reglas con multiples antecedentes: la interpretacion de multiples reglas se toma
normalmente como la unién de relaciones difusas correspondientes a las reglas difusas.

Por ejemplo dados los siguientes hechos y reglas:

premisa 1: xes A'Y yesB’

premisa 2: SIx es A1Y y es Bt ENTONCES z es C1
2-54
premisa 3: SIxes A2Y y es B2 ENTONCES z es C2

consecuencia: zes C

En este caso, y para obtener C* se realizan las siguientes transformaciones aplicando la

ley distributiva sobre el operador L.

C" =(A"xB")o[(4,xB, = C))U(4,xB, = C,)]
=4 xB Yo (4 xB, — C)|U[(4"xB)o(4,xB, - C,)] 2.55
=C, uC,

donde Ci" y C2" son los conjuntos difusos para la regla 1 y 2, respectivamente. En la
figura , se muestra graficamente el razonamiento difuso para multiples reglas con
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multiples antecedentes, utilizando como t-conorma el maximo, y como t-norma el

minimo.

Al tipo de razonamiento explicado se le denomina de [87]. En este modelo de
razonamiento, se puede utilizar la operacion producto en la implicaciéon en vez de

minimo. Este modelo se muestra en la figura 2-16.

producto
b A1 E B, . Cy
f -------- ﬂ\ = ] o,
X Y P4
K A, H 8, ® Fo
/_\\ f \ """"""" B : a— (253
X Y b4
x y g maximo
n !
L._)
z
z

Figura 2-16: Razonamiento difuso (mdximo-producto) para miiltiples reglas con miiltiples
antecedentes

Existen otros modelos de razonamiento como el de [130], o el de [132] donde la salida se

pone en funcion de la entrada.

2.6.4 Defuzzificacion
Basicamente la defuzzifcacion es una transformacion de un espacio de decision difuso de

un universo de discurso en un espacio de decisién no difuso.
La defuzzificacion solo se utiliza, cuando se necesita una salida nitida del sistema.

Sin embargo, no existe un procedimiento sistematico para elegir una estrategia de

defuzzificacion. Las mas utilizadas son:

1. Criterio del mdximo. Este método produce el punto en que la salida del sistema

alcanza su mayor valor, la primera vez (6 la tltima).

2. Media del mdximo. Con esta técnica se genera un punto que es la media de todos

los puntos cuya funcién de pertenencia alcanza el maximo.

En el caso de que tengamos un universo de discurso discreto, esto se representa:
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!
zo=Y W/l 2-56
i=1
donde zo es la salida I es el numero de puntos que alcanzan el valor maximo y wi es
cada uno de esos puntos.

3. Centro del drea. Es una de las mds usadas y produce punto centro de gravedad de

la salida del sistema.

En el caso de un universo de discurso discreto esto se representa como:

iﬂ(w[)w,-

> u(w,)

z, 2-57

donde 7 es el numero total de puntos del universo de discurso.

primer maximo _/ s centro del area
ultimo maximo - . .
— media del maximo

Figura 2-17: Estrategias de defuzzificacion

En la figura 2-17 se muestran distintas estrategias de defuzzificacion.

2.6.5 Sistemas de logica difusa

Un Sistema de Légica Difusa (SLD) figura 2-18, va a obtener unas determinadas salidas a
partir de unas entradas dadas. Esta transformacion entradas-salidas puede ser expresada

como y = f(x).

Un SLD consta de cuatro elementos: un fuzzificador, una base de conocimieto, un motor

de inferencia y un defuzzificador.
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> Fuzzificador Defuzzificador —>

l— Base de Conocimiento —l
\—> Motor de Inferencia —T

1.

Figura 2-18: Sistema de I6gica difusa

El fuzzificador tiene como entrada valores nitidos, los cuales evaltia, para
realizar su transformacién a valores del universo de discurso correspondiente.
Esto implica implementar la funcién de difusion en si, que consiste en convertir
los valores de entrada en valores lingiiisticos que pueden ser vistos como

etiquetas de conjuntos difusos, y que mas tarde se van utilizar para activar reglas.

La base de conocimiento representa el conocimiento del dominio de la aplicacién

y estd compuesta por la base de datos y la base de reglas difusas.

¢ La base de datos contiene las definiciones necesarias usadas para definir tanto

las reglas difusas como la manipulacion de datos difusos en el sistema.

e La base de reglas difusas va a caracterizar el conjunto de objetivos
comprendidos por las decisiones a tomar para solventar un problema dado. El
conjunto de reglas suele ser suministrado por expertos en el campo en el que
esté trabajando el SLD. Estas reglas suelen tener la sintaxis de las sentencias SI
— ENTONCES (SI w es alta Y uz2 es muy baja ENTONCES establecer v a un

valor bajo).

El motor de inferencia de un SLD relaciona conjuntos difusos en conjuntos
difusos, manejando la manera en que las reglas son combinadas. De igual manera
que los humanos usan diferentes tipos de procedimientos de inferencia, existen

diferentes procedimientos inferenciales de logica difusa.

En muchas aplicaciones se necesita que la salida del SLD sea un valor nitido. Esta
funcion la realiza el defuzzificador, que convierte conjuntos difusos de salida en

estos valores nitidos.
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A la hora de disenar un SLD hay que llevar a cabo una serie de tareas o tomar una serie
de decisiones que configuran las caracteristicas finales de este. Los parametros que van a

definir en un SLD son:

1. Elegir la estrategia de fuzzificacion y la interpretacion del operador fuzzificador.
Esta eleccién va a depender del tipo de datos a fuzzificar, del rango en el que

estan definidos, de si existe ruido, etc [20].

2. En cuanto a la base de datos hay que decidir conceptos que van a caracterizar las
reglas de control difusas y la manipulacion de datos difusos en un SLD. Estos
conceptos son definidos subjetivamente y se basan en la experiencia. Los mas

importantes son:

* Discretizacion / normalizacion del universo de discurso. En general la
representacion depende de la naturaleza del universo de discurso. Un
universo de discurso puede ser continuo o discreto. Si el universo es continuo
puede ser discretizado o puede ser normalizado teniendo en cuenta

necesidades sobre todo de representacion de la informacion.

e Particion difusa de los espacios de entrada y salida. Una variable lingiiistica
en un antecedente de una regla constituye un espacio de entrada, mientras
que una variable lingiiistica en un consecuente de una regla constituye un
espacio de salida. En general, una variable lingiiistica se asocia con un
conjunto de etiquetas lingiiisticas, definiéndose cada una de las etiquetas en
el mismo universo de discurso. La particiéon difusa determina cuantas
etiquetas lingiiisticas existen en el conjunto de etiquetas lingiiisticas. Este
numero va a determinar la granuralidad de las reglas y de las decisiones que

se toman con el SLD.

e Completitud. Un SLD cumple esta propiedad si para cualquier estado del
sistema se puede inferir una accion a tomar. Para que se cumpla esta
propiedad tenemos que tener en cuenta tanto el disefio de la base de datos,
por ejemplo que cubra bien los espacios de entrada y salida, como el conjunto

de reglas difusas, de modo que no existan condiciones que no se contemplen.

e Funciones de pertenencia de conjuntos difusos. Dependiendo de si el
universo de discurso es discreto o continuo, la pertenencia a este se puede
definir de una manera numérica o funcional respectivamente. Si la funcion
de pertenencia es numérica se indica para cada elemento del conjunto su

grado de pertenencia. Si la funcion de pertenencia es funcional esta se

-08 -



especifica mediante una funcion que dara el grado de pertenencia para cada

elemento del conjunto.

3. El conjunto de reglas difusas de un SLD va a representar el conocimiento experto
en un campo. Entre los elementos a decidir destaca la fuente y derivacion de las
reglas difusas. Existen diversas fuentes para derivar reglas difusas. Entre estas
destacan la derivacion de reglas a partir de conocimiento experto [87], o el auto-
aprendizaje mediante diversas técnicas de las reglas [113]. Aunque suele ser
normal la hibridacién de estas técnicas para la consecucion del conjunto final de

reglas.

2.7 Aproximacion Funcional mediante Redes RBF:

En este apartado se hace referencia a los conceptos generales de las Redes de Funciones
de Base Radial, ya que se han elegido como el elemento computacional, que en el nivel
mas inferior se encarga de realizar el procesamiento de los datos de entrada, para
obtener las correspondientes salidas del médulo de Aproximacion Funcional del modelo

propuesto.

Esta descripcion comienza, detallando las bases estructurales y de funcionamiento de

estas redes, continuando con un estudio de las propiedades que las caracterizan.

Dado que nuestro objetivo es disefiar y optimizar este tipo de redes, en una segunda
parte, se hard un repaso de los métodos que se han utilizado en la bibliografia para este

fin.

En esta exposicion de métodos, no sélo se incluiran aquellos que estan mas relacionados
con el softcomputing o tengan mas caracteristicas bioinspiradas, sino que también se
detallaran métodos mas numéricos, para de esta manera, tener una vision mas completa

de este campo y poder aplicar, un algoritmo de disefio y optimizacion mas adecuado.

2.7.1 Redes RBF

Una Funciéon de Base Radial (RBF), ¢, se puede expresar como:

()=l x~c;[l/d;) 2-58

Esta se caracteriza porque su salida es simétrica, y se incrementa (o decrementa) de

forma monoétona, con respecto a un centro, c,, donde de forma general ¢, € R~. die R
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es un factor de escala para | I X, — ¢, || oradioy como || - || se suele escoger la norma

Euclidea en Rn. Para determinar la forma de una RBF existen distintas posibilidades, las

mas usuales se encuentran en la Tabla 2-2.

a(x) Nombre
X Funcién lineal
X8 Funcidn cuibica
Exp(-x?) Funcion Gausiana
x2 log(x) Funcién Spline
(x2+1)12 Funcién Multicuadratica
(x2+1)12 Funcién inversa multicuadratica

Tabla 2-2: Posibles elecciones para ¢

En [120]se hace un estudio sobre las distintas formas que puede adoptar una RBF a la
hora de formar parte de una Red de Funciones de Base Radial. En este trabajo se
concluye que una RBF con forma gausiana es una de las mejores elecciones. La figura
2-19 muestra la forma de las funciones base gausiana y multicuadratica, con los

parametrosc=0y r=1.

Figura 2-19: RBFs gausiana y mutlticuadrdtica con c=0y r=1.

Una Red de Funciones de Base Radial (RBFN) es una red hacia adelante (feedforward
network) que contiene tres capas: las entradas, la capa oculta, el/los nodo/s de salida.
Cada neurona de la capa oculta se caracteriza por que su salida viene dada por una RBF.

La activacion de estas funciones es proporcional a la cercania, medida por la norma
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euclidea, entre el patron de entrada y centro ci correspondiente. Si el patron de entrada
esta cerca del centro de una RBF, la salida de esta se acercara a 1, en caso contrario se

acercara a 0.

A partir de [8] y cuando una RBFN se utiliza en interpolacion, aproximacion de
funciones o prediccion de series temporales, consta de un solo nodo de salida que
implementa una combinacion lineal de las RBFs, por las que estd compuesta. Por tanto la

salida de la red se expresara de la siguiente manera:

£ = Z Ww.,(3) 2.5

donde w; es el peso asociado a la neurona /. Este tipo de RBFN, se muestra en la figura 2-21,
y sera la que utilizaremos en nuestro trabajo . En cuanto a la eleccion concreta de la forma

para las RBFs, la mas utilizada en estos casos es la gausiana tal y como se describira a

continuacion.
Entrada Capa Base Radial Capa de Salida Lineal
N N A
stxr | IWLI
al al=y
TN NG e | [T
§3x §? /
j 5x1
199 b
ol Six1 [
J J

Figura 2-20: Red de Funciones de Base Radial

Haciendo un poco de historia, uno de los primeros trabajos que utiliza la superposicion
de funciones gausianas se realiza a principios de los sesenta por [90]. Después se
demuestran las propiedades de estas a la hora de interpolar y aproximar funciones [110],
[8]. Mas tarde, se renueva el interés por estas al hacerse las primeras implementaciones
de redes neuronales [83], [94], [107]. Parte de este interés se debia a las analogias con los
campos receptivos localizados encontrados en muchas estructuras biologicas. Esto
motivo el trabajo con funciones de forma de campana (gausianas), que se activaban en la

vecindad de un punto.
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Las propiedades de aproximador universal de la ecuacion 2-59 se demuestran en [79],
[102], [103]. En la actualidad las RBFNSs, son uno de los modelos de red mas usados en
problemas de aproximacion y clasificacion, gracias a sus caracteristicas. Los primeros
problemas a los que se aplican las Redes de Funciones de Base Radial son la

interpolacion exacta y la aproximacion de funciones.

2.7.2 Interpolacion exacta

El problema de la interpolacion exacta se formula de la siguiente manera: dado un
conjunto de vectores de entrada x € R4 y su salida y € R, encontrar una funcién

continua que:

h(x)=y, i=1,...,n 2-60

La solucion a este problema utilizando RBFs, consistiria en elegir un conjunto de n

funciones base, centradas en los n puntos de datos, y usar la formula:

i=1

Para conseguir una solucion exacta, sera necesario resolver las n ecuaciones lineales del

sistema siguiente:

S P o P W M
e w
¢.21 ¢22 . ¢2n Ca . J’:z 062
¢nl ¢n2 T ¢nn Wn yn
donde se determinara el valor de los pesos y
6, =01 % =%, ) irj=L...,n 263

La ecuacion (2-62) se expresa de forma compacta como:
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DW=y 2-64

Segin los trabajos [91] [84], existen muchos tipos de formas para la RBFs, como
gausianas, splines o inversas multicuadraticas, para las que se puede resolver la ecuaciéon
siguiente y de esta manera conseguir una interpolacién exacta. El vector de pesos se

determinaria:

w=®"'y 2-65

También estos estudios muestran que muchas caracteristicas de la funcién interpolada
son relativamente insensibles a la forma de la funcién de la RBF. Sin embargo una de las
formas mas utilizadas son las gausianas, ya que su respuesta localizada ayuda en el
proceso de aprendizaje, ademas de demostrar otras caracteristicas beneficiosas [83],
[120].

2.7.3 Aproximacion funcional

En una gran mayoria de situaciones , no es recomendable realizar una interpolacion
exacta. Una de estas situaciones, seria por ejemplo cuando existe ruido, entonces la
funcion de interpolacion que pasara por los datos, podria conllevar sobre-entrenamiento
y por tanto una pobre generalizacion. Otra razon, es que para garantizar una
interpolacién exacta, el nimero de funciones base requerido es igual al numero de

patrones en el conjunto de entrenamiento.

Por lo tanto, si el numero de patrones es muy alto, el establecer la funcién de

interpolacioén puede ser muy costoso.

En los trabajos [8] y [94] se obtiene un modelo, basado en RBFs, para la aproximacion y

generalizacion funcional modificando el procedimiento de interpolacion exacta.

Este modelo obtiene una aproximacion suave a los datos, a partir de un ntmero

reducido de funciones base.

El namero de funciones base depende de la complejidad de la funcion a aproximar antes

que del tamafio del conjunto de datos.
Las principales modificaciones inciden en los siguientes aspectos:

1. Nuamero de funciones base: El niimero de funciones base m es normalmente
menor que n.
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2. Centros de las funciones base: Los centros de las funciones se determinan como
parte de un proceso de entrenamiento, en vez de en funcién de un conjunto de
patrones de entrada.

3. Radios de las funciones base: El proceso de entrenamiento también adaptara el
valor del radio de cada funcion base, antes que asignar el mismo radio a todas
las funciones base.

4. Introduccién de un pardmetro de adaptacion (bias): De forma opcional se
puede introducir un parametro de adaptacion para compensar la diferencia, si
existe, entre la media de los datos de activacion de las funciones base y los

correspondientes valores a aproximar.

Aplicando estas modificaciones al proceso de interpolacion exacta, y si se empieza

introduciendo el parametro de adaptacion, la salida de la red quedaria:
SxX)=w, + ZW/¢_/ (%) 2-66
Jj=1

El pardmetro de adaptacion wo, se puede incorporar en la sumatoria de la ecuacién
anterior, introduciendo una funcion base extra ¢, y estableciendo su salida al valor

constante 1, con lo que quedaria:

f(x)= Z W, (x) 267

En [79] se prueba que la superposicion lineal de funciones base gausianas, donde los
radios se traten como parametros ajustables, es un aproximador universal. En [102] y [103]
se muestra que solo con leves restricciones en la forma de las funciones base, estas
propiedades en la aproximacion se mantienen. Sin embargo en los trabajos, no se ofrecen
datos ni sobre el niimero de funciones base a introducir, ni sobre procedimientos para
construir la red. De todas formas, si se ofrecen fundamentos tedricos en los que apoyar

las aplicaciones practicas.

Asi por ejemplo, segun [107], una RBFN posee la propiedad de mejor aproximador, lo
que quiere decir que existe un unico conjunto de pardmetros que consigue la mejor
aproximacién de una funcién determinada. Esta propiedad, por ejemplo, no la muestran

los perceptrones multicapa.
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2.8 Diseno de Redes de Funciones de Base Radial

2.8.1 Conceptos y técnicas basicas
Seguin la ecuacién (2-59), para disefiar una RBFN, se tendran que determinar varios
parametros como el tipo de funciones base ¢, el numero de estas, m, su radio, d;, la

localizacion de su vector de centros, ¢, , y los pesos, wi, asociados a las neuronas.

En nuestro caso, como tipo de funciones base se usaran las gausianas, viniendo también
predefinido en muchas ocasiones, el numero de estas funciones, que va a intervenir en la
red. Esto implica que, normalmente y cuando se disefia una RBEN, se aporten estrategias

para el establecimiento de los conjuntos de radios, centros y pesos de una red.

Como punto de partida, y para disenar una RBFN, se pueden utilizar técnicas de

gradiente descendiente.

De la misma manera que se usan en el disefio de otras redes, éstas realizan la
actualizacion de pardmetros de forma iterativa, cada vez que se muestra un patrén del

conjunto de entrenamiento. Para esto se define una funcion de costo a minimizar:

n

(v, = f(x))? 2-68

i=0

Q
I

Asi, y si se usan funciones gausianas, se pueden utilizar las siguientes ecuaciones [47],

para actualizar los conjuntos de pardmetros:

Aw; = o, (y; = F(X,)(x;) 2-69
AG = a, (v, = fx)NP(x) || X, —¢; [ w;
€= 2 2-70
| 7
pd, =BT >)¢S‘c3,-) 1% -2, 1P w, -

donde a1, & y o5 definen la variaciéon a realizar o la velocidad del aprendizaje. Estas

ecuaciones representan una particularizacion del algoritmo LMS para las RBFNs.
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2.8.2 Calculo de parametros de una RBFN mediante métodos numéricos
En este apartado se van a presentar algunos de los métodos mdas usados para la
determinacion de los pesos de una RBFN mediante métodos matematicos. Hay que tener
en cuenta que una RBFN es una red simple en cuanto a su estructura, ya que posee una
sola capa oculta, y que su salida se puede expresar de forma lineal. Esto implica, que el
problema de la determinacién de un conjunto de parametros de una RBFN pueda ser

enunciado muchas veces, como la resolucion de un sistema de ecuaciones.

El siguiente apartado describe una serie de métodos utilizados para la determinacion de
los pesos de una red, en la que el resto de los parametros ya estan fijados. Por tltimo se

referenciaran los métodos de regularizacion.

2.8.2.1 Célculo de los pesos de una RBFN mediante métodos numéricos

Estos métodos se usarian cuando estuvieran ya establecidos, mediante algin otro
algoritmo de disefio, los parametros que definen a las distintas RBFs. En este caso se
parte de que el problema consiste encontrar los pesos en la expresion 2-59. Nuestro

problema se puede expresar como:

y=dw 2-72

si se tienen en cuenta todas las muestras del conjunto de patrones.

Esto implica que los métodos que se utilizaran a continuacion para determinar el vector
w, son métodos usados en la literatura para la resoluciéon de sistemas de ecuaciones
lineales. Concretamente los métodos que mas se han utilizado para esta tarea en el
campo del disefio de las RBFN son la descomposicion de Cholesky, la descomposicion en

valores singulares (SVD) y el método de los minimos cuadrados ortogonales (OLS).

2.8.2.2 Descomposicion de Cholesky

La descomposicion de Cholesky [53] [112] es el mas rapido de los tres métodos para
resolver sistemas de ecuaciones lineales pero solo se puede aplicar a sistemas descritos
por una matriz cuadrada, simétrica y definida positiva. El sistema de ecuaciones a
resolver (2-72) habria que transformarlo antes ya que la matriz ® no cumple ninguna de

las restricciones anteriores.

- 106 -



Cuando se realizan las transformaciones, la matriz de activacion debe verificar otra serie
de condiciones, cuyo cumplimiento depende de las caracteristicas de las RBFs que haya
definidas. Asi las RBFs deberian estar colocadas de forma que se cubra todo el espacio de
entrada y ser linealmente independientes. Esto implica que redes con funciones base
"mal colocadas”, bien porque alguna no se active con ningin punto de entrenamiento o
porque exista demasiado solapamiento entre las mismas, pueden producir matrices de
activacion singulares que el método de Cholesky seria incapaz de resolver, o bien casi

singulares, para las que el método anterior proporcionaria una solucion indeseable.

2.8.2.3 Descomposicion en valores singulares

La descomposicion en valores singulares (Singular Value Descomposition, SVD) [53] es
un primer método para solucionar el problema de que existan RBFs mal colocacadas,
algo que por otro lado es normal que ocurra durante el disefio de una RBFN. Como se ha
mencionado en estos casos se producen matrices de activacion singualares o casi
singulares. Ocurre que en la matriz de activacion cuando dos funciones son casi
idénticas, se producen dos columnas practicamente iguales, mientras que si una funcién

base no se activa para casi ningin punto se producira una columna casi nula en ®.

La descomposicion en valores singulares facilita una solucién para cualquier sistema de
ecuaciones, con la que se obtiene una reduccion del error. Ademads el método muestra
que, si se elimina de la red alguna funcion base cuyo valor singular asociado tuviera una
magnitud pequefia el error de aproximacion no se veria practicamente afectado, y al ser
la red mas pequena se gana simplicidad y se pueden conseguir mejoras en la
aproximacion. Este suele ser otro de los usos del método SVD, es decir la identificacién
en una red, de funciones base que aportan poco al funcionamiento general de ésta. El
inconveniente que plantea es que la forma en que selecciona las funciones base mas
importantes de la red no tiene en cuenta la salida esperada del sistema para cada vector
de entrada, de forma que si en una red existieran dos funciones base muy solapadas,
probablemente sacrificaria a una de las dos sin importar la influencia que dicha

modificacién tenga en el error de aproximacion de la red.

2.8.2.4 El método de los minimos cuadrados ortogonales (OLS)

Otra posibilidad para resolver el sistema de ecuaciones planteando es el algoritmo OLS.
Este método, al igual que el anterior, es aplicable aunque las funciones base estén “mal
colocadas”, es decir que pueda existir alguna RBF que no se active con ningtin punto de
entrenamiento o que exista demasiado solapamiento entre algunas de éstas. Ademas no

tiene tampoco el inconveniente del método anterior. Este inconveniente consistia en que
-107 -



al intentar detectar funciones base poco dtiles para la red y encontrarse con funciones
base muy solapadas, se eliminaria seguramente alguna de éstas, aunque ésta tuviera

importancia en el error de aproximacion obtenido por la red.

El método OLS es un algoritmo iterativo que selecciona en cada iteraciéon la columna de
la matriz de activacion ® que mas contribuya a la disminucion del error de aproximaciéon
al modelo. Asi este va transformado las columnas de la matriz de activacion ® en un
conjunto de vectores ortogonales. A estas columnas se les aplica otra serie de operaciones
hasta obtener unos coeficientes que se denominan radios de reduccion del error. Este
radio proporciona una forma simple de escoger un conjunto de regresores importantes
de forma directa. Dichos regresores se corresponden con las funciones base mas
importantes de la red y si se decide reducir el modelo a r funciones base (r <m), se deben

seleccionar las r funciones base con un mayor radio de reduccion del error.

Posteriormente se han presentado hibridaciones del método OLS con técnicas de
regularizacién [100] produciendo el algoritmo ROLS [17], e hibridaciones de este tltimo

con algoritmos genéticos [17].
2.8.2.5 La técnica de la regularizacion

La regularizacién [100] es una técnica que favorece unas soluciones sobre otras
afadiendo un término de penalizaciéon a la funciéon de costo o en nuestro caso a la
funcion de error a minimizar. Dependiendo de la funcién de costo y del término de
penalizacion afiadido, se definen diferentes técnicas para solucionar problemas. Entre

estas se podria destacar por su importancia la regresion limite (ridge regression).

Una de las herramientas mas importantes de las que se utilizan en la técnica de la

regularizacion es la matriz de proyeccion P, que se define como:

P=1,-®4"'®" 2-73
donde In es la matriz identidad con dimensiéonny A = T®.

P es una matriz que representa la proyeccion de vectores de un espacio n-dimensional,
donde 7 era el niimero de patrones del conjunto de entrenamiento en un subespacio m-
dimensional donde m es el conjunto de funciones base. En funcion de esta matriz se van
a poder definir muchos conceptos importantes, como por ejemplo los relacionados con la

reduccion del error, con los efectos de la inclusion o eliminacion de funciones base, etc.
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2.6.2.5 Regresion limite

La técnica de la regresién limite (ridge regression) [101] utiliza el concepto de
regularizacion consistente en incluir un término de penalizacion en la funcion de error a

minimizar. Asi, la funcién de costo a minimizar que se define es:

C=Y (0~ fE)+ AW 274

donde A es el parametro de regularizacion. Con la inclusiéon de este término esta claro
que se penalizaran redes con pesos muy altos, también dependiendo del valor de A. El
objetivo final serd obtener una red con una salida suave, al tener los pesos de ésta un
valor bajo o moderado. Con estas premisas y usando la matriz de proyeccion se define el

vector de pesos dptimo como:

w=A4"®"y 2-75
siendo ahora A:

A=D "D+ Al 2-76

2.8.3 Algoritmos de Clustering
Los algoritmos de clustering se desarrollaron inicialmente como técnica de clasificacion
[64] aunque después se han aplicado en los campos de los sistemas difusos y redes

neuronales artificiales [7], [78].

Un algoritmo tradicional de clustering va a intentar dividir un conjunto de vectores

X={x :i=1, ..., n}, en un namero ¢, determinado a priori, de subconjuntos o grupos

que van a proporcionar una particion de Voronoi P = { £, ... , P}, donde para cada
grupo (cluster) Pj, se definira un vector representante o prototipo p; . Los vectores se

agruparan en estos grupos en funcion de la definicién de alguna o varias caracteristicas.

Dentro del campo de disefio de una RBFN, estos algoritmos se encuadrarian dentro de
una fase de preproceso de datos de entrada de la red. Concretamente, el objetivo de esta
fase seria intentar revelar la estructura interna de este conjunto de datos de entrada,
agrupando o identificando grupos de estos datos que tengan una o varias caracteristicas

comunes. Una vez realizada esta fase, lo normal seria insertar una RBF en el centro
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geométrico de cada uno de los grupos identificados. La determinaciéon de las RBFs
insertadas termina con el establecimiento de un radio para de cada una ellas, relacionado

con el espacio ocupado por el grupo en el que se encuentran ubicadas.

De todas formas es importante resaltar que los algoritmos de clustering no se suelen
contemplar como estrategia tinica en el disefio de una RBFN. Asi lo normal es que estos
formen parte de una fase inicial a la hora de disefiar una red de este tipo. Tal y como se
ha comentado, esta primera fase se suele corresponder con un estudio preliminar de las
caracteristicas del conjunto de datos, que sirve para realizar una primera determinacién
o inicializaciéon de los centros, e incluso radios de las RBFs. De este modo, el proceso de
disefio se complementaria con otras estrategias que refinan mucho mas los parametros

finales de las RBFs en particular y de la RBFN en general.

Dentro de los algoritmos de clustering podemos establecer una clasificacion en la que se

distinguirian los siguientes tipos:

1. Algoritmos de clustering no supervisados: en este tipo de algoritmos la
caracteristica comun es que el mecanismo de aprendizaje (asignacion de grupos)
no tiene en cuenta ninguna informacion aportada por la/s variable/s de salida.

2. Algoritmos de clustering supervisados: se introducen para mejorar a los
algoritmos de clustering no supervisados y se caracterizan porque van a tener en
cuenta la informacion de que suministren la/s variable/s de salida. Esta mejora,
parece razonable ya que las redes neuronales pretenden modelar las relaciones
entre las entradas y salidas de los conjuntos de entrenamiento. La forma utilizar
esta informacién que aportan la/s variable/s depende del algoritmo en si, como se
describira a continuacion.

Seguidamente se describiran algunos de los algoritmos de clustering mas importantes.
De estos algoritmos el algoritmo de las c medias, el algoritmo de las ¢ medias difuso y el
algoritmo ELBG, se clasifican como algoritmos de clustering no supervisados. Por otro
lado el algoritmo de clustering difuso condicional, el algoritmo de estimacién de grupos
alternantes y el algoritmo de clustering para aproximacion de funciones se clasifican

como algoritmos de clustering supervisados.

2.8.3.1 Algoritmo de las ¢ medias

Una primera aproximacion a los algoritmos de clustering, fue el propuesto inicialmente
por [32] y conocido como algoritmo de las ¢ medias (6 K means algorithm). Esta técnica,

mostrada en el Algoritmo 2-5 realiza una particién del conjunto de vectores en ¢ grupos.

- 110 -



En este caso, se establece como caracteristica de referencia para formar los grupos la

distancia entre los vectores. Asi, se define como funcion objetivo a minimizar J:

C n

J=2 2%~ 2-77

J=1i=1

donde X, ..., X, son los vectores agrupar, y p,, ... , p, serian los representantes o

prototipos de cada particion o grupo P, ... , P, Il - || seria la distancia euclidea.

c’

Ademas se define una funcién de pertenencia 4, (X;) del vector de entrada X;, al grupo

representado por el prototipo p;, que esta definida en el rango de salida {0, 1}, como:

VIR =B F<IT - iz 2
Hp (x;) =
0 en otro caso

Esta funcién de pertenencia produce una particidon de Voronoi P del conjunto de

vectores de entrada de la forma:

P=UPj con CNC=0Q Vj#i 279

donde Pj se define como:

P =1y, (%) =1 2-80

Como se deduce cada uno de los vectores de entrada sélo va a ser asignado a un nico

grupo.

Asi una particién se va a poder describir mediante la matriz de particiéon U de dimension

¢ x n, cuyos elementos son las funciones de pertenencia i, (X,).
J

De este modo se cumple que:
U= {ﬂe{OI}IZﬂP(xk)—l Vk y 0<Zﬂp(xk)<n Vl} 2-81
i=1

Concretamente el algoritmo empezaria con una serie de inicializaciones generales, entre

las que destaca la asignacion aleatoria de los prototipos p; de las particiones.
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Después se entra en el ciclo principal del algoritmo donde inicialmente se determinara a

que particion pertenece cada vector 4, (X,) utilizando (2-78).

A continuacién se vuelven a recalcular los prototipos de las particiones utilizando:

2ty (X)X,
pj _i=1

2-82

>y, %)

La condicion de parada del algoritmo consiste en chequear la distorsion J de la particion

actual, con la particion de la particion de la iteracion anterior Q.
De modo que si el cambio es menor que un & prefijado, se terminara el algoritmo.

El valor d'se calcula:

0=) 0, 2-83
donde §; es la distorsion producida en cada cluster y se calcula como:

5]‘: Z||)_Ci_l_7j Hz 2-84

X;€P;

1. Realizar la asignacion & = e

2. Asignar aleatoriamente el conjunto inicial de prototipos
3. Asignar dant =

4. Calcular las funciones de pertenencia usando (2-78)

5. Calcular los prototipos mediante (2-82)

6. Calcular 6 usando (2-83)

7. Si |8ant - 81/ < € entonces terminar, si no volver a 3.

Algoritmo 2-3: Algoritmo de las c-medias

Como se ha comentado, este algoritmo muestra la estructura interna del conjunto de
datos de entrada. De este modo datos similares, o que estén cerca geométricamente
perteneceran al mismo grupo, mientras que sera dificil que un dato lejano al prototipo de

un grupo, formase parte de él.
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En cualquier caso el algoritmo muestra una serie de inconvenientes como son:

1. No detecta grupos vacios o degradados.
Puede acabar con varios prototipos idénticos.
3. Como solucion final encuentra el minimo local mas cercano en el espacio a la

particién inicial.

Evidentemente, el mds serio de los inconvenientes es el tltimo, ya que como se deduce,
la soluciéon final, no solo va a depender de la particion inicial sino que ademds no

asegura llegar a la particiéon mas 6ptima.

2.8.3.2 Algoritmo de las ¢ medias difuso

El algoritmo de las ¢ medias difuso (fuzzy c means algorithm) fue propuesto por [7] y es
una generalizacion del algoritmo de las ¢ medias. La principal modificaciéon que se hace
es con respecto a los valores que la funcion de pertenencia g, puede alcanzar. Asi,
mientras en el algoritmo de las ¢ medias la funcién u estaba definida en el rango {0, 1},
ahora cada grupo se considera como un conjunto difuso, por lo que u se define en el
rango [0, 1]. Esto implica, que un vector de entrada pueda ser asignado a varios grupos,
con valores de pertenencia distintos, que informaran de la cercania del vector de entrada

a sus respectivos prototipos.

Como salida se devuelve un conjunto de c¢ prototipos, cada uno de los cuales es el

prototipo de los vectores de entrada que han sido asignados al grupo que representa.

Los pasos del algoritmo de las ¢ medias difuso son basicamente iguales a los del
algoritmo de las ¢ medias mostrados en el algoritmo 2-3, cambiando sdélo el calculo de

algunas funciones. En principio la funcidon de pertenencia del vector de entrada Xx,, al

grupo representado por el prototipo p;, vendria dada por la siguiente ecuacion:

_ 1
/’lﬁ (xk) = B o 2/(p-1)
Z‘: | X =i |l 2-85
i=1 || )_Ck _1_7_/ ||

Como se observa, ademas de los parametros que se manejaban en el algoritmo anterior,
ahora se introduce un nuevo pardmetro p que indica el grado de “difusion” de la

particiéon del conjunto de entrada. Asi, si p — 1, la particién obtenida se aproxima a una
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particion nitida conseguida con el algoritmo anterior, mientras que si p — oo, el algoritmo

produce una particion en la que todos los puntos pertenecen a todos los grupos.

Mientras que la matriz de particién U quedaria ahora de la siguiente forma:

U = {,ue{O,l}lZ,uE(?ck):IVk v 0<Zﬂp,.(’_fk)<” Vz} 2-86

i=1 k=1

La ecuacion para el cdlculo de los prototipos también cambia para adaptarse a la forma

de la nueva funcion de pertenencia, quedando:

DMy (31X,
_ =l

D, 2-87

DMy (X))
i=

La distorsion se sigue calculando igual que en (2-83)
De todas formas el algoritmo presenta los siguientes inconvenientes:

1. Pueden aparecer de nuevo grupos idénticos.
2. De nuevo, el algoritmo termina en el minimo local mas cercano a la particion

inicial.

Como se observa, aunque desaparezca el inconveniente de crear grupos vacios, se siguen
manteniendo, los otros dos problemas. Aunque también hay que resaltar que, con
respecto al algoritmo anterior, este algoritmo es mas costoso en tiempo de ejecucion

debido al incremento de computo que aparece en las nuevas féormulas.

2.8.3.3 Algoritmo ELBG

Con este algoritmo se pretenden solucionar los problemas que presentan los algoritmos
anteriores. Estos problemas son debidos principalmente a que estos algoritmos solo
producen cambios locales, hasta alcanzar el minimo local mas proximo al punto de

partida.

Como ejemplo se va a partir de una situacion como la que se muestra, en la que los

circulos blancos indicarian los vectores “/, mientras que los negros indicarian la

disposicion inicial de los prototipos Pj,
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En este caso el prototipo aislado no se moveria en todo el proceso mientras, ya que no

estd influenciado por ningtin vector de entrada. Por otro lado si a la zona donde se
encuentra el prototipo #1, se traslada algtin prototipo, incluso de la zona donde se

encuentran los prototipos 72 o Ps se produciria un mejor resultado ya que el conjunto
de entrada, quedaria mejor cubierto. El problema es que debido al funcionamiento local

de los algoritmos anteriores, esto tampoco va a ocurrir.
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Figura 2-21: Ejemplo de prototipos mal colocados

El algoritmo ELBG propuesto por [123] intenta aportar una solucion a estos
inconvenientes. Este algoritmo es una extension del de las ¢ medias y se basa en el
teorema de distorsion total enunciado por [46] que dice que: “Cada grupo hace una

contribucién igual a la distorsion total en una cuantizacion 6ptima de alta resolucion”.

Basdndose en este teorema se define el concepto de utilidad de un prototipo p; como:

5/’
u. = ? 2-88

dénde &, representa la distorsién media de la particién:

o=

o |~

ZC: o, 2-89
i=1

El teorema de la distorsion total implica que en una particion optima del conjunto de

entrada, todos los clusters tendrian una utilidad igual. Asi el algoritmo ELBG tratara de
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llegar a esta condicion, mediante migraciones de prototipos con utilidad menor que 1, a

grupos donde los prototipos tengan una utilidad mayor que 1.

En el ejemplo esto implicaria que el grupo p, tiene una utilidad 0, que las utilidades de los
grupos p, y p, son menores que 1 y que la utilidad del grupo p, es mayor que 1. Por tanto
el algoritmo ELBG, intentarfa desplazar el grupo p, y alguno de los grupos p, o p; ala

zona donde esta el grupo p;,.

1. Alojar en el grupo de llegada tanto el nuevo prototipo como el prototipo
actual de ese grupo.

2. Recalcular posiciones de los prototipos para generar dos grupos.

3. Recalcular posiciones de los prototipos en zonas de salida.

Algoritmo 2-4: Rutina de migracién de prototipos en ELBG

En general y para realizar la migracion de un prototipo que tiene baja utilidad a un

grupo que tiene mayor utilidad se realizarian los pasos mostrados en el algoritmo 2-4.

El primer paso consistiria en calcular una posicion inicial dentro del grupo de llegada Ps,

tanto para el prototipo que llega p,, como para el actual p,. Para esto se considera al
paralelepipedo que contiene al grupo P, alojando a p, y a p,, en su diagonal principal.

Para esto la diagonal se divide en tres segmentos de forma que el segmento central tenga
una longitud igual al doble de la longitud de los otros dos segmentos y se colocan los

prototipos en los extremos del segmento central.

Después de realizar esta primera inicializacion de los prototipos p, y p,, se ajustan

aplicando el algoritmo de la ¢ medias de forma local la grupo P, dividiéndolo en los

grupos P’ay P.

El 4ltimo paso consiste en fusionar los grupos P« y Pc en un nuevo grupo P. y actualizar

p. teniendo en cuenta los puntos de las dos particiones a fusionar.

Cuando acaba el proceso de migracion, se compara la distorsion de los grupos afectados

antes del desplazamiento:
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0, =0,+0,+9, 2-90

con su distorsion después del desplazamiento:

é'pm =0',+0",+0', 291

Si dos < nt se acepta la migracion, en caso contrario se rechaza.

Con este algoritmo ya se resuelven los inconvenientes de los algoritmos anteriores.

2.8.3.4 Algoritmo de clustering difuso condicional

Este es el primer algoritmo, de los descritos, que se considera como un algoritmo
supervisado. Esto supone que al realizar la particién en grupos, no solo se tienen en

cuenta las variables de entrada, sino también la/s de salida.

Las bases del algoritmo de clustering difuso condicional (Condicional Fuzzy Clustering
Algorithm) [104] se encuentran en el algoritmo de las ¢ medias difuso, suponiendo una
extension de éste. La parte condicional del mecanismo de agrupacion, reside en las
variables de salida y1, ..., y» de las correspondientes variables de entrada. Es decir la

variable de salida yx del vector de entrada X,, describe el nivel en que este vector

interviene en la construccién del grupo. Esto se realiza definiendo, una etiqueta
lingtiistica en el espacio de salida, que se va a corresponder con un conjunto difuso B, B:

R — [0, 1]. De este modo yx= B(ft), donde fx la salida de la red para el vector X, , expresa

el grado de pertenencia de y«a B.

El problema de agrupamiento se reformula como “Agrupar los datos considerando que y

es B”. La forma en que yk se asocia a las funciones de pertenencia de la variable x,,
Hp (X)), ..., Mp (X, ) nO es tnica. Sin embargo si se tiene que cumplir que fi se distribuya

aditivamente a lo largo de las entradas de la columna k de la matriz de particién, lo que

significa que:

Dupyx)=fi k=l..n 2-92
i=1

- 117 -



Esto implica que si el vector de entrada Xx,, es poco significativo en el contexto del

conjunto difuso B, entonces B(fs) = 0, lo que implica que ese patrén de entrada sera

excluido del proceso de clustering o agrupamiento ya que i, (X, ) para cualquier valor
de i. Por otro lado si B(fi) = 1, el vector de entrada X, , contribuird de forma maxima al

proceso de clustering. Estos cambios implican que las matrices de particion queden:

k=1

U= {ue{O,l}lZuE(ik):kak v 0<z,upt_()_ck)<n Vz} 2-93
i=1

- S
M (X)) = N2
| X =Dyl 2-94
i=1 ||jk _'25/|

Una importante consecuencia de este método es que se reduce el costo computacional al

dividir el problema original, en una serie de problemas condicionados por el contexto.

2.8.3.5 Algoritmo de estimacion de grupos alternante (ACE)

En los algoritmos de clustering presentados hasta ahora, existe una determinacion inicial
de los parametros que caracterizan los métodos, como por ejemplo, la forma de las
funciones de pertenencia, la actualizacion de los prototipos de los grupos, etc. En [122] se
presenta el algoritmo estimacidon de grupos alternante (Alternating Cluster Estimation
ACE) o una herramienta donde los parametros citados anteriormente se pueden

directamente por el usuario.

En [122] se presentan ejemplos del modelo donde no se impone como restriccion la
optimizaciéon de una funcién objetivo en particular. Asi, si el usuario selecciona
ecuaciones que no estan relacionadas con una funcién objetivo, las funciones de
pertenencia y los grupos se obtienen actualizando alternativamente conjuntos de

parametros.

Ast el concepto de funcion objetivo se reemplaza por un nuevo concepto denominado
estimacion de grupos alternantes. Las funciones de pertenencia que aqui se proponen se

inspiran en sistemas usados en sistemas neuro-difusos.
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2.8.3.6 Algoritmo de clustering para aproximacion de funciones

La mayoria de los métodos presentados anteriormente, han sido disefiados para la
resolucion de problemas de clasificacidn, esto hace que no se adapten bien al problema
de la aproximacion de funciones. Algunas de las diferencias [55] mds importantes, que se

resaltan entre estos problemas son:

1. El espacio de salida de ambos problemas es muy diferente. Mientras en
clasificacién se puede considerar como discreto (conjunto de etiquetas), en

aproximacién de funciones es continuo.

2. En la aproximacion de funciones no se persigue una coincidencia maxima
entre la salida del modelo y la salida objetivo, sino que se tolera cierto error.

Sin embargo en problemas de clasificacion si se persigue esta coincidencia.

3. En los problemas de clasificacion no se tienen en cuenta propiedades de

interpolacion que si se tienen en cuenta en la aproximacion de funciones.

El algoritmo de clustering para aproximacion de funciones (clustering for function
approximation) [55], describe un método que va a incorporar una serie de caracteristicas

que van a ayudar en la tarea de la aproximacién de funciones.

De todas formas su objetivo final no sera un modelo de aproximacién tan exacto como
por ejemplo se puede conseguir utilizando métodos matematicos de minimizacion
tradicionales como: el del gradiente conjugado, Newton-Rapson o Levenberg-Marquardt
[30], [72], [108]. Estos pueden conseguir soluciones practicamente Optimas si parten de
un conjunto de pardmetros inicial adecuado. Asi el objetivo de este algoritmo serd

obtener una configuracidn lo mas cerca posible del 6ptimo global.

Una de las bases de este algoritmo serd partir del andlisis de la variabilidad de la forma
de funcién. Asi, en zonas donde funcidén se mantenga constante, introducira sélo un
prototipo, mientras que en zonas donde la funciéon sea mas variable sera necesario

introducir mas prototipos.

Para conseguir un compromiso entre estos parametros se siguen los pasos mostrados en

el Algoritmo 2-5.
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1. Realizar la asignacion & = e

2. Asignar aleatoriamente el conjunto inicial de prototipos
3. Asignar dant = §

4. Calcular las funciones de pertenencia usando 2-78

5. Calcular los prototipos mediante 2-82

6. Calcular 8j usando 2-95

7. Calcular 8 usando 2-83

8. Realizar migracion

9. Si |dant - 81/8 < € entonces terminar, si no volver a 3

Algoritmo 2-5: Algoritmo de clustering para aproximacién de funciones

Como se puede observar este algoritmo utiliza elementos tanto del algoritmo de las ¢
medias como del algoritmo ELBG. Asi y tras una inicializacion aleatoria se entra en el
bucle principal donde, al igual que en el algoritmo de las ¢ medias, se realiza el calculo

de u ’ (x;) y de p; como en el algoritmo de las ¢ medias. Después y para calcular &, un

elemento del algoritmo ELBG, utilizaria la siguiente expresion:

5_/ = Z||)_Ci_l_7j ||2(f()_cl)_f(P/))2 2-95
iip =1
donde f(Pj) es la media de la salida de la funcién objetivo para todos los vectores de

entrada o entrenamiento que pertenecen al grupo Pj:

PIAEH
P~ — ;CEP/‘ 2-96
2 | P())|

Una vez calculados los valores &, dse calcula como en 2-83.

En el ultimo paso del ciclo se realizaria una migracion de prototipos de forma similar a

como se ha descrito para el algoritmo ELBG.

2.8.4 Algoritmos para la inicializacion de radios de RBFs

Para la determinacion del radio inicial de una RBF existen varias técnicas clasicas. La
mision de estas técnicas sera encontrar unos valores iniciales para los radios de las
funciones base, de forma que se cubra convenientemente el espacio de entrada. Estos

métodos se caracterizan porque se usan una vez que se ha fijado el centro de la funcién
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base a tratar con respecto a los centros del resto de las RBFs. Otra caracteristica de estos

métodos es que suelen trabajar con la distancia, normalmente euclidea, entre las RBFs.

Conviene decir que estas técnicas no soélo se pueden tener en cuenta la hora de disefiar
una primera fase de inicializacion. Asi, también se pueden usar como referencia, cuando
se introducen RBFs en fases posteriores, para las que las que normalmente habra que

establecer un radio.

Si se hace una recopilacion del funcionamiento de estos algoritmos, la primera solucidn,

consistiria en el establecimiento de un radio similar para todas las funciones base.

Esta técnica, a pesar de su simplicidad se ha probado suficiente para obtener un

aproximador universal en [102] y [103].

Sin embargo parece mas logico establecer un radio individual y adaptado para cada
funcién base. En [96], se demuestra que con esta variante se mejoran las prestaciones. El
objetivo que persigue esta segunda opcion, es conseguir cierto grado de solapamiento
entre las funciones base vecinas para que interpolen de forma suave y continua las

regiones del espacio de entrada que representan.
Entre las heuristicas mas usadas se encuentran:

2.8.4.1 Heuristica de los k vecinos mas cercanos (KNN):

Esta heuristica fija el radio de cada funcion base a un valor igual, a la distancia media a
los centros de k funciones base mas cercanas [94]. Esta heuristica pasa a ser la heuristica

del vecino mas cercano si k=1.

2.8.4.2 Heuristica de la distancia media de los vectores de entrada mas cercanos
(C1V):

En este caso se determina el radio de la RBF j-ésima de acuerdo con la siguiente ecuacion:

d =25 2-97

donde C; es el conjunto de vectores de entrada que estan mas cerca de ¢, que de
cualquier otro centro y | C,; | representa el nimero de vectores que lo componen. Esta

heuristica produce menor solapamiento que la anterior aunque k= 1.
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2.8.4.3 Algoritmos incrementales/decrementales

En este apartado se describirdn los conocidos como métodos incrementales y/o
decrementales. Un método se define como incremental cuando partiendo de una red
practicamente sin neuronas, va a ir agregandolas siguiendo algun criterio. Por el
contrario un método se define como decremental cuando parte de una red compleja en
cuanto su numero de neuronas, y las va eliminando siguiendo también algunas

directrices.

En este apartado se comenzard con la descripcion del algoritmo RAN (Resource
Allocation Network), para continuar después con sus posteriores modificaciones. El
algoritmo RAN [106] intenta mejorar la investigacion en el disefio de RBFNs que habia
hasta la fecha. En esta época por ejemplo los trabajos [94] consistian en utilizar un
algoritmo de clustering, como por ejemplo el de las ¢ medias (descrito anteriormente),
para determinar los centros de las RBFs. El radio de una RBF determinada, se establecia a
partir del calculo de la RBF mds cercana a ésta, mientras que para determinar los pesos se

utilizaba el tipico algoritmo LMS.

El método RAN es un método incremental, que por lo tanto parte de un niimero bajo de
RBFs y que utiliza informacién local para ir afiladiendo RBFs, y asi alcanzar el disefio
RBFN. La informacién local que se analiza ciclicamente son las muestras o patrones

(x,,y, ) del conjunto de entrenamiento. Dada una muestra, si se verifica que se cumplen

dos condiciones, se introducira una nueva RBF.

La primera condicion que se tiene que verificar es que:

| x, —¢c, [[> (1) 2-98

donde X, es el vector de entrada actual, ¢, es el centro de la RBF ¢, mas cercana segiin
la distancia euclidea || - |1, al vector X, . &t) es un umbral de resolucion variable con el

numero de patrones que se han presentado, donde t indica el niumero de patrén actual.
Inicialmente &t) = du, es decir el valor maximo que puede tomar y puede ser igual al
tamano del espacio de entrada. La distancia &), va disminuyendo hasta que alcanzar un
valor duin. En general y para disminuir el valor de &t) se utiliza la siguiente expresion:

O(t) = max[5,  exp(—t/7),0,, ] 2-99

donde 7es un constante.
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La segunda condicidon que se tiene que verificar es que la diferencia entre la salida de la

red f(x,),y el valor objetivo dado por el patron yi, sea superior a un determinado valor,

es decir:

[y = f(x)[>€ 2-100
donde £es un umbral que va a representar la precision de la salida de la red.

Si no se cumplen las condiciones anteriores entonces se utilizan algoritmos tipo LMS
para ajustar los pesos y centros de la red. Con esto el sistema comenzaria ofreciendo una
representacion de la funcién con mucho error con respecto a la original, para luego irla

refinando mediante la inclusiéon de RBFs con menor radio.

Mas tarde aparece el trabajo [75] que mejora la eficiencia del método RAN utilizando un
método de minimizacién denominado Filtro de Kalman Extendido (Extended Kalman

Filter, EKF) en lugar algoritmos LMS para ajustar los parametros de la red.

El método general se denomina RANEKF y demuestra obtener mejores resultados en la

aproximacion de funciones y la prediccion de series temporales.

Otro enfoque parecido es el propuesto por el algoritmo Growing Radial Basis Networks
(GRBN) [78]. En este algoritmo se plantea un mecanismo de division de funciones base
que cometan mas error. Esto implica que la complejidad de la red va creciendo
continuamente hasta que se cumpla una condicion de parada que evaltia el compromiso

entre el error de aproximacion y la complejidad de la red.

Hasta ahora los métodos descritos solo tienen en cuenta la adiccion de funciones base,
pero nunca la eliminaciéon de éstas, si en un momento determinado aportan poco al
funcionamiento de la red. Para solventar este inconveniente aparecen los siguientes

algoritmos.

El algoritmo Minimal RAN (M-RAN) [138] incorpora un mecanismo de poda de
funciones contribuyan poco a la salida de la red. Para esto se determina una ventana o
grupo de muestras del conjunto de entrenamiento, para las que se analiza la salida de
cada funcion base, eliminado aquellas que no superan un umbral. Otra diferencia con
respecto al método RAN es que para introducir una nueva RBF se tiene que cumplir
también que el error cuadratico medio para un grupo de patrones del conjunto

entrenamiento sea superior a un valor minimo.
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El algoritmo RAN se sigue modificando en [121], donde se incluyen la descomposicion
QR de Givens, la cual se usa para calcular los pesos de la red (RAN-GQRD) y para
realizar la de poda de funciones base (RAN-P-GQRD) reduciendo de esta manera, la

complejidad de la red final.

Otra posibilidad para implementar un mecanismo de poda en el algoritmo RAN es usar
la descomposicion SVD de la matriz de activacion de la red para determinar las

funciones base menos relevantes [124].

En [119] se presenta el algoritmo PG-BF Sequential Learning Algorithm donde se
emplean hasta tres criterios para identificar funciones base que no contribuyan a la salida
de la red.

También existe la metodologia opuesta es decir partir de una red completa e ir
eliminando RBFs menos relevantes hasta alcanzar algun criterio de parada. Para
determinar este tipo de funciones se puede utilizar métodos como el OLS [18] el SVD
[77]. Incluso han aparecido hibridaciones del método OLS con algoritmos evolutivos
[19].

2.8.5 Métodos evolutivos

A continuacion se describirdn unos métodos que utilizan una estrategia evolutiva para el
disefio de una RBFN. Estos métodos van a tener como caracteristica comtin que van a
implementar la evolucion de una poblaciéon, donde un individuo de la poblacién

representa una red completa.

Concretamente el primer método utilizard un algoritmo genético para el disefo de la red.
El segundo método utiliza también como base un algoritmo genético, pero lo
complementa con otras técnicas tipicas en el desarrollo de redes neuronales como por

ejemplo algoritmos de clustering, técnicas SVD, OLS, minimizacion de error, etc.

2.8.5.1 Una estrategia genética

En [116] se presenta un tipico algoritmo genético que evoluciona una poblacién de

individuos, donde cada individuo representa una RBFN.

Una caracteristica diferenciadora de este método es que un individuo no se representa
mediante cadenas de bits o vectores de reales, si no que utiliza una serie de objetos
predefinidos. Otras caracteristicas de este método es que el tamano de la poblacion es

tijo, se usa seleccion tipo tournament y un reemplazo elitista.
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Para calcular los pesos se utiliza SVD. El algoritmo termina cuando se alcanzan un

determinado nimero de iteraciones.
Los principales pasos de éste se muestran en el algoritmo 2-6.

Los operadores utilizados y el calculo de la funciéon de evaluacion se muestran en los

siguientes apartados.

2.8.5.2 Operadores utilizados

Los operadores que se utilizan son:

1. Operador de cruce binario: este operador trabaja cogiendo una serie
consecutiva de neuronas de cada uno de los padres e intercambidndolas. No
es necesario que estas secuencias de neuronas sean de igual tamafio.

2. Operador de mutacion de centros: este operador cambia en un porcentaje los
elementos del vector centro de una neurona. Para esto se suma a cada uno de
estos elementos un valor aleatorio que sigue una funcién de probabilidad
gausiana de media cero y desviacién 0.1.

3. Operador de mutacion radios: consiste en la suma de un valor aleatorio, que
sigue una funcién de probabilidad igual que la definida anteriormente, una
RBF de una determinada red.

4. Operador de inclusioén de funciones base: este operador duplica cada una de
las neuronas con una probabilidad dada (la misma para todas). Cuando una
neurona se duplica los valores del centro y del radio se modifican mediante
una funcion gausiana.

5. Operador de eliminacion de funciones base: elimina un nimero aleatorio de

funciones base.

1. Inicializacién
2. Repetir mientras no se cumpla condicién
a. Seleccionar individuos
b. Eliminar al resto de la poblacion
c. Generar nuevos individuos mediante el operador de cruce
d. Aplicar el resto de operadores a los nuevos individuos
e. Calcular el peso de los nuevo individuos utilizando SVD
f. Eliminar neuronas cuyos pesos sean muy cercanos a cero
g. Evaluar las redes

Algoritmo 2-6: Pasos principales de un algoritmo genético tipico
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2.8.5.3 Funcion de evaluacion

Como funcion de evaluacién o funcion que calcula el valor de adaptacion de un

individuo/red se usa:

2-101

>0 = /)

n

Los valores que se pasan para el calculo de esta funcion son los relativos a un conjunto

de validacion con el que no se ha estado entrenando.

2.8.5.4 Un método evolutivo multiobjetivo

En [54] se describe un algoritmo evolutivo multiobjetivo para el disefio y optimizacion
de los pardmetros de una RBFN a partir de un conjunto de datos de entrenamiento. Las

RBFNs disefiadas se aplican al problema de la aproximacion de funciones.

La base es un algoritmo evolutivo, concretamente un genético, que evoluciona una
poblacién donde cada individuo representa una RBEN. El valor de adaptacién que se
establece para cada individuo es la raiz cuadrada del error cuadratico medio
normalizado. Una vez que los individuos han sido evaluados se usa una técnica
multiobjetivo, que trata las soluciones en funcion de dos objetivos: complejidad y error
de una red. Con esto el algoritmo puede optimizar redes con distinto numero de

funciones base a la vez.
A continuacion se detallardn las principales caracteristicas del algoritmo.

2.8.5.5 Creacion de la poblacion inicial

Dado que el algoritmo va a tener la capacidad de evolucionar redes de distintas
capacidades a la vez, se disefia un algoritmo de inicializacion que cree individuos con
diferentes caracteristicas. Para eso este algoritmo combina diferentes algoritmos de
agrupamiento o clustering para la inicializacién de centros como son: el algoritmo de las
c medias, el ELBG o el CFA. Para asignarle los radios a estas RBFs se utilizan algoritmos
de inicializacion de radios como el de los k vecinos mas cercanos (KNN) con k = {1, 2, 3}
y de la distancia media de los vectores de entrada mas cercanos (CIV), para un rango de

tamafos de red comprendidos entre dos umbrales [#1min, #max].
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Si hacen falta mas redes para completar la poblacion inicial, se obtendran mediante la
aplicacién de cambios aleatorios a las redes creadas anteriormente. Si por el contrario el
tamafio de la poblacidn inicial es mayor de lo necesario, se ordena a los individuos segun

su rango y se eliminan las peores soluciones.

2.8.5.6 Operadores evolutivos

Se utilizan una serie de operadores evolutivos para cambiar la estructura de la red
anadiendo o eliminando funciones base. Para realizar estas variaciones en el nimero de
RBFs que forman una red se estudiaran aspectos como utilidad de las RBFs o zonas del

espacio de entrada que necesitan mal cubiertas por la red. Los operadores utilizados son:

1. AME (Adiciéon de una funcién base en el punto de mayor error). Su
funcionamiento es sencillo y consiste en afiadir una funcién base con centro
en el patréon de entrenamiento en el que la red produzca el mayor error de
aproximacion. El radio de la RBF se fijard utilizando las técnicas de
asignacion de radio citadas anteriormente. Una vez fijados el centro y el radio
de esta nueva funcién base, los pesos de la nueva red se calculan mediante el

método de Cholesky.

2. DIV (Division de funciones base). El funcionamiento de este operador
consiste en detectar la funcidén base que produzca un mayor incremento del
error de aproximacion y dividirla en dos funciones base para que la red cubra
mejor esta zona del espacio de entrada. Para estimar la contribucion de cada

funcion base ¢j al error total de la red se usa el parametro ej:

ej:;#|yk_f(xk)| J=L..m 2102

Z:, ¢ i (x;)
donde n es el numero de muestras de entrenamiento y m es el nimero de
funciones base de la red. Para elegir la funciéon base a la que aplicar el
operador, se genera una distribucién de probabilidad en la que cada funcién
base ¢j tiene una probabilidad de aplicacion proporcional a ej, y se escoge una
funcion aleatoriamente. Una vez escogida la funcion base ¢j se aplica un
algoritmo con so6lo dos funciones base a los puntos que cubre la funcién ¢j, y
una vez que la red ha sido creada, se sustituye la funcién ¢j de la red original,

por las dos nuevas funciones base.
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3. EOLS (Eliminacion de funciones base usando OLS). En este caso se utiliza el
método OLS para elegir una funcion base a eliminar. Para esto se aplica el
algoritmo OLS que calculara un vector de coeficientes de reduccion de error.
Al igual que antes, para elegir la RBF a eliminar, se construye una
distribucion de probabilidad en la que cada funcion base tendra una
probabilidad de ser eliminada inversamente proporcional a su coeficiente de

reduccion de error.

4. ESVD (Eliminacién de funciones base usando SVD). Una vez que se aplica la
técnica SVD a la matriz de activacion de la red se obtiene el vector de valores
singurlares asociados a cada una de las funciones base. Partiendo de la base
de que cuanto menor sea el valor singular asociado a una funcién base,
menos afectard su eliminacién al error de aproximacion de la red, la funcion a

eliminar se escogera con una probabilidad al valor singular asociado.

2.8.5.7 Seleccion

El proceso de seleccién/reemplazo sigue un algoritmo elitista, adaptando la
implementaciéon a una técnica multiobjetivo. El utilizar un algoritmo seleccion elitista
indica que nunca se perdera la mejor solucion obtenida hasta el momento. Para aplicar
este algoritmo, se parte evidentemente de una poblacién evaluada o una poblacién en la
que a cada individuo se le ha calculado su raiz cuadrada del error cuadratico medio

normalizado.

Antes de realizar este calculo se aplican unas pocas iteraciones del algoritmo Levenberg-
Marquardt que ayudan a decidir sobre los mejores individuos. Con estas premisas el

algoritmo va guardando los elementos pertenecientes a la frontera del pareto.

2.8.5.8 Ajuste final de las soluciones

Una vez que finaliza el algoritmo evolutivo, este devuelve el conjunto de soluciones
encontradas, éstas se mejoran bastante aplicando el algoritmo Levenberg-Marquardt de
forma completa. Con esta estrategia se alcanza el objetivo de utilizar un proceso
evolutivo para obtener un conjunto de soluciones de las que pueda partir el algoritmo de
minimizacién. Con esto se consigue obtener un conjunto de soluciones muy cercano al

optimo.
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2.8.5.9 Criterio de parada

El criterio de parada en ese caso consiste en el cdlculo de la pendiente de una recta de
regresion de los mejores individuos encontrados en las tltimas generaciones, para cada

numero i de funciones base.

De esta manera cuando estas pendientes estan debajo de un umbral se detendra el

algoritmo.

2.8.5.8 Evolucion multiobjetivo

Para implementar la evolucién multiobjetivo se introducen una asignacion de pseudo-
aptitudes basadas en rangos combinando caracteristicas del algoritmo MOGA [42] y
NSGA [129], para de esta manera distribuir apropiadamente la presion selectiva entre los

individuos.

Pero para que esta presion selectiva no sea excesiva se introduce un método para la
comparticion de pseudo-aptitudes, basado en la distancia fenotipica entre dos redes, que

va a dar lugar a la creacién de nichos.

2.8.6 Algoritmos coevolutivos cooperativos

En este caso se describira el trabajo propuesto en [135], que es un claro ejemplo de
algoritmo coevolutivo cooperativo para el desarrollo de RBFNs. De hecho es un trabajo,
donde el algoritmo que se propone, tiene muchos puntos en comtn con el que se

propone en esta tesis.

Como caracteristica propia de este tipo de algoritmos, un individuo de la poblaciéon
representa una neurona o RBF, en lugar de una RBFN completa. El conjunto de la
poblacién va a formar una RBFN completa. Asi cuando el algoritmo termine se tendra un
conjunto de RBFs coadaptadas, que trabajan bien juntas y que, por lo tanto, dan lugar a
una RBEN eficiente.

El algoritmo evolutivo utilizado es un genético y los elementos de una RBF que van a
evolucionar son el centro y el radio. El problema de la aportacién de crédito se resuelve
teniendo en cuenta la contribucion de la RBF a la eficiencia de la red. Para mantener la
diversidad, se usan conceptos de la técnica de nichos, de manera que se tiene en cuenta el

solapamiento entre los trabajos que las RBFNs realizan.

A continuacion se describen los principales elementos que caracterizan este algoritmo:
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2.8.6.1 Esquema de seleccion

Tal y como se ha comentado, se usa un algoritmo genético para guiar la evolucion. Este
algoritmo genético ird dando lugar a sucesivas generaciones Gk, de modo que cada

generacion, esta constituida por una poblacion de RBFs que forman una RBFN.

Para generar la poblacion de G+, a partir de Gk se utiliza un procedimiento de seleccion
basado en el valor de adaptacion o fitness. Concretamente, el algoritmo utiliza un
esquema de seleccion proporcional en una poblacién de tamano fijo. Esto implica dos
efectos. El primero es que cada individuo de la poblacién de G, tiene una probabilidad

de ser seleccionado igual a su valor de adaptacion.

El segundo efecto es que este valor de adaptacion indicard el nimero de copias que
existiran de un individuo en la siguiente generacion Gr1. Una vez que se haya formado
esta generacion Gi1, se aplicaran los operadores definidos, se evaluaran los nuevos

individuos, y asi ciclicamente funcionara el algoritmo.

2.8.6.2 Asignacion de crédito: Valor de adaptacion

Para evaluar la poblacion perteneciente a una determinada poblacién los autores parten
de dos premisas principales. La primera es que la evaluacion debe dar soporte a un
proceso competitivo en el que las RBFs que trabajen mejor deben desplazar a aquellas

que trabajen peor.

La segunda premisa es que la evaluacion debe también provocar un proceso cooperativo,
de modo que el trabajo de las distintas RBFs se sume para, por ejemplo, aproximar el

valor de una funcion.

Para conseguir los objetivos anteriores normalizan las salidas de las RBFs, de modo que

una RBF normalizada ¢, se define cémo:

S (x) 2108

donde p es el nimero de muestras. El valor de adaptacion propuesto para una RBF
VA(@) es:
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|w, |”

P = B, )

2-104

donde E(xi) devuelve la media de los valores xi y /8 se establece al valor 3/2. Con este

valor de adaptacion los autores demuestran que cumplen sus objetivos.

2.8.6.3 Codificacion

Los elementos que se codifican en este algoritmo son aquellos sobre los que se realiza la
evolucidn, es decir, el centro y el radio de cada RBF. Para esto se utiliza el esquema de
codificacion tipica utilizado en los algoritmos genéticos, es decir, las cadenas de bits. Una

cadena de bits codificara pues, el centro y radio de una RBF.

2.8.6.4 Operadores

Los operadores se van aplicar a la poblacion tras el proceso de seleccion explicado
anteriormente y son tres: un operador de recombinacion o cruce, un operador de mutacion y
un operador de mutacion suave. Existe una diferencia entre los dos primeros y el altimo.
Asi, los operadores de recombinacion y mutacion actdan sobre los genotipos o cadenas
de bits directamente, sin tener en cuenta los pardmetros que estos bits codifican, ni los
limites entre los parametros. Por otro lado, el operador de mutacién suave decodifica la
cadena de bits, en los correspondientes valores reales, les aplica una perturbacion y los

vuelve a codificar otra vez.

1. El operador de recombinacion el tipico operador de cruce de dos puntos, de
modo que se delimitan aleatoriamente dos posiciones de los bits, y los bits
que existen entre la posicion de inicio y final se intercambia. La probabilidad
de aplicacion de este operador de cruce depende la distancia euclidea entre

las dos cadenas, de modo que decrece cuando esta aumenta.

2. El operador de mutacidon suave se aplica a dos cadenas que no se han
recombinado con un operador de cruce, por lo que es complementario a él.
Este operador aplica una pequefia perturbacion aleatoria al centro y radio,

dentro de un rango.

3. El operador de mutacion acttia sobre un bit alterandolo con una probabilidad
1/m, donde m es el nimero de bits que conforman todas las cadenas. Este

operador se aplica independientemente de los otros.
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2.8.6.5 Entrenamiento de 1a RBFN

Para calcular los pesos de una RBEN, se utiliza el algoritmo LMS, ya que segun los
autores es un algoritmo cuyo coste computacional es bajo. Este algoritmo se aplica,
pasandole un numero n de veces pequeno, el conjunto de entrenamiento, con la idea de
solo perfilar los pesos de las distintas RBFs. Este nimero 7, va incrementandose a lo
largo del tiempo. Al final se aplica el algoritmo SVD para determinar de forma mas

exacta los pesos.

2.9 Conclusiones

En este capitulo se han presentado las ideas mas significativas de lo que se que conoce

por Softcomputing, asi como una simple resefia de una posible taxonomia.

Se describieron los paradigmas que historicamente han definido el trabajo dentro del
campo de la computacién evolutiva y la resolucion de problemas de optimizacion,

mediante técnicas evolutivas.

También se hizo referencia a las caracteristicas mas importantes de las Redes de Funcién
Base radial, entre las que se destacan su capacidad implicita en la aproximacién
funcional. Se ha hecho una revision bibliografica de los algoritmos que se emplean en el
disefio de estas redes, entre los que se destacan los métodos matematicos, los de
clustering, los incrementales o los evolutivos. Algunos de estos métodos se utilizan en
mayor o menor medida en el algoritmo de disefio de Redes de Funciones de Base radial

que se describe en el siguiente capitulo.

En el siguiente capitulo, haremos una descripcion del Proceso objeto de estudio, de
manera que se puedan conocer los elementos fundamentales que nos permitan definir el

alcance y planteamiento de este trabajo.
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Capitulo 3

Planteamiento del Problema

En este capitulo, en su primera parte se realiza una breve descripcion del proceso
industrial de Punta Gorda, posteriormente se plantea el problema que ha sido objeto de

investigacion.

Todos los detalles que se recogen en este capitulo han sido aportados por documentos
elaborados por la propia industria, asi como de la experiencia adquirida por mas de 60

anos de explotacion de yacimientos de niquel [14].

Para realizar el planteamiento del problema, es importante obtener la mayor cantidad

posible de informacién sobre el funcionamiento del sistema objeto de estudio.

El actual nivel de automatizacion de Punta Gorda, ha permitido crear una base de datos
sobre la operacion tecnologica de todas sus areas y en particular del proceso de
reducciéon de mineral. La disponibilidad de estos datos es lo que nos permite un
acercamiento al comportamiento de este proceso, y a partir de ahi, aplicar técnicas de
Softcomputing para abordar la complejidad del proceso y plantear estrategias que
permitan optimizar aspectos importantes que brinden resultados dentro de los

parametros deseados.

El niquel se encuentra en la naturaleza formando silicatos, 6xidos, sulfuros, sulfatos, etc.
Igual que muchos otros minerales; puede ser explotado a cielo abierto y subterraneo. Es
un mineral de gran demanda en la industria, principalmente para la obtencion de aceros
de gran calidad y en muchisimas aleaciones con Cobre, Cromo, Aluminio, Plomo,

Cobalto, Manganeso, Plata y Oro [22].
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Es, después del manganeso, el metal mds usado en ferroaleaciones, pero también tiene
otras numerosas aplicaciones, proporciona a las aleaciones dureza, tenacidad, ligereza,
cualidades anticorrosivas, térmicas y eléctricas. Comtinmente se comercializa en forma
de lingotes, municiones, pellets y polvo, asi como en forma de éxido conteniendo de 75 a
90% de niquel.

El niquel es un elemento bastante abundante, constituye cerca de 0.008% de la corteza
terrestre y 0.01% de las rocas igneas, se presenta ademds en pequefias cantidades en

plantas, animales, en el agua de mar, el petroleo y en la mayor parte del carbon.

Una de las principales ventajas comparativas especificas de estos yacimientos, es que
constituyen minas a "cielo abierto"; y que se encuentran muy cerca de las fabricas. Estas
condiciones especiales permiten obtener costos de operacion en mina y de procesamiento

del mineral relativamente bajos.

El grueso de la produccion de niquel en Cuba pertenece al grupo de Clase II, éstos se
caracterizan por poseer un contenido de niquel muy amplio de hasta 99.8%, lo que
resulta muy importante en la fabricacion de aceros inoxidables, y explica porqué este
tipo de producto cubre el 60% del mercado internacional de este mineral. A lo anterior se
anade la presencia de un rango moderado de elementos residuales, haciendo posible su

aplicacion en diferentes procesos industriales [97].

Figura 3-1: Productos obtenidos del Niguel

Desde el punto de vista tecnoldgico existen en CUBA dos procesos de obtencion de
Niquel: la Lixiviacién Carbonato Amoniacal o Proceso CARON vy la Lixiviacién Acida. El
esquema tecnoldgico de la Planta de Niquel de Punta Gorda, al que se hacemos
referencia en este trabajo, esta basado en el esquema de lixiviacién carbonato — amoniacal

del mineral reducido o proceso CARON.
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Esta tecnologia presenta una serie de ventajas:

1. Esun proceso que se realiza en condiciones de presion atmosférica.

2. El equipamiento tecnoldgico del proceso se distingue por su sencillez y amplia
utilizacién de los aparatos conocidos (hornos de soleras multiples, espesadores,

columnas de destilacion, etc.).

3. El esquema amoniacal permite las mezclas de los minerales lateriticos y
serpentinicos, mientras que el esquema de lixiviacion con acido sulfurico

permite solamente la elaboracién de la fraccion lateritica.

Como puntos débiles de este proceso podemos citar:

1. El bajo porciento de extraccion: entre 75 - 76 % de Niy el 25 —30 % de Co.

2. El alto consumo de recursos energéticos: electricidad y petroleo.

3.1 Resumen del Proceso Industrial:

El mismo comprende las siguientes actividades:

3.1.1 Mina:

Suministra el mineral a la fabrica; estd situada a 1-1.5 Km. Al Suroeste del area
industrial. El mineral de la capa superior esta compuesto de Limonita y el cuerpo de
Laterita y Serpentina (blanda). Los componentes fundamentales del mineral son el
Niquel, el Cobalto y como acompafiante en cantidades considerables el Hierro. La
transportacion se realiza directamente desde las excavaciones hasta el drea de recepcion

por camiones volquetas.

3.1.2 Planta de Preparacion de Mineral:

En esta planta el mineral se somete a un proceso de secado y molienda y se suministra a

los silos de almacenaje, de donde se bombea a los hornos de reduccion.

3.1.3 Planta de Hornos de Reduccion:

En esta planta ocurre el proceso de reduccion del Ni contenido en el mineral. Esta
constituida por 24 hornos de soleras multiples los cuales descargan el mineral a los

enfriadores (12), de donde pasa a la planta de Lixiviacién y Lavado.
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3.1.4 Planta de Lixiviacion y Lavado:

La pulpa de mineral reducido pasa por 3 sistemas paralelos de tres etapas de Lixiviacion
a contracorriente con el licor carbonato - amoniacal. La Lixiviacion se realiza con el licor
carbonato — amoniacal en los espesadores por medio de la aereacion de la pulpa con aire
(en los turboareadores). Luego de la Lixiviacion la pulpa se envia al sistema de Lavado
(dos en paralelo). El Licor enriquecido en Ni y Co es enviado a la planta de Separacion de

Cobalto, la pulpa de desecho es enviada a la planta de Recuperacion de Amoniaco.

3.1.5 Planta de Separacion de Cobalto:

El Licor enriquecido en Ni y Co se somete a una inyecciéon de Hidrosulfuro de Amonio o
Sulfhidrato de Sodio para precipitar el Co en forma de sulfuro, este producto se envasa

en Big-Bag y se comercializa.

El Licor descobaltizado se envia a la planta de Recuperacion de Amoniaco.

3.1.6 Planta de Recuperacion de Amoniaco:

El licor carbonato amoniacal enriquecido en Ni recibe un tratamiento con vapor en las
torres de destilacion obteniéndose el Carbonato Basico de Niquel. La pulpa de desecho
de la tltima etapa de lavado se envia a las torres de destilacion de Colas donde recibe

tratamiento con vapor para la recuperacion del licor amoniacal contenido en esa pulpa.

El producto de desecho(cola) es enviado a la presa de Cola. La pulpa de Carbonato de Ni

se envia a la planta de Calcinacion y Sinter.

3.1.7 Planta de Calcinacion y Sinter:

Luego de filtrado el carbonato basico de Ni es alimentado a los hornos de calcinacién
para la obtencion del 0xido de Ni, que es utilizado en el proceso de sinterizacion en las
maquinas destinadas para este fin; obteniéndose el 6xido Sinter que constituye el
producto final de la planta y de la fabrica. Este producto es envasado en Big — Bag y

trasladado al puerto para su comercializacion.

3.1.8 Plantas Auxiliares:

Central Termoelectrica, Potabilizadora de Agua y Tratamiento Quimico de Agua.

Dentro de este proceso de recuperacién de Niquel, la Reduccion del Mineral es uno de
los mas significativos, pues de acuerdo a los niveles de extracciones que se obtengan en

esta etapa, asi seran los valores finales de produccion que se alcancen.
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Por ello el interés mostrado en el estudio de las variables que caracterizan al mismo.

3.2 Descripcion del Proceso, Planta de Hornos Reduccion.

El objetivo del proceso que se realiza en esta area es reducir el éxido de niquel a niquel
metalico, haciéndolo apto para la lixiviacion amoniacal. Para ello esta 4rea cuenta con la

instalacion de 24 hornos, 12 transportadores rotatorios e igual namero de enfriadores.

El mineral antes de ser sometido a proceso de reduccion se somete a un proceso de
secado y molienda en la planta de preparacion del mineral. En esta planta al mineral se le
elimina la humedad hasta un 4 % aproximadamente y se muele hasta una fineza de 0,074
mm. También en transportadores de banda se alimenta alrededor de 2,9 % de petrdleo
tecnologico, por lo que se logra una homogeneizacion bastante completa con la

desventaja de una pérdida de combustible en el trayecto hasta su alimentacién

El mineral, después de pasar por la seccién de molienda, es enviado mediante transporte
neumatico a unos silos como forma de almacenaje, los cuales tienen una capacidad de

1500 ton cada uno, lo que facilita una operacién en los hornos de unas 16 horas.

En la seccion de los silos se encuentran 9 bombas de una capacidad de 120 ton/h hora,
mediante las cuales el mineral es bombeado hasta las tolvas de los hornos que son 12 en
total, dispuestas una para cada dos hornos. Estas tolvas permiten realizar una operacion

de 8 horas a cada horno.

Una vez el mineral en las tolvas, éste pasa a los dosificadores de pesaje automatico que
son los equipos encargados de garantizar una alimentacion uniforme al horno a través
del pesaje que este realiza de acuerdo al tonelaje fijado, estos equipos tiene una

capacidad hasta 22 ton/h.

Después que el mineral es pesado, se produce la descarga del mismo a un sinfin

alimentador el cual transporta el mineral al horno hacia el hogar cero.

El mineral una vez dentro del horno es sometido al proceso de reduccion, el cual se logra
estableciendo un perfil de temperatura dentro del mismo y una concentracion
determinada de gases reductores (CO — Hz), para ello el horno dispone de camaras de
combustién con quemadores de alta presion para la combustion incompleta del petroleo,
el cual permite ademas de lograr el perfil de temperatura enriquecer la atmosfera

reductora.
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El proceso de reduccion se efectiia en un horno de hogares multiples de 23,5 m de alto y
6,8 m de didmetro, con 17 hogares 6 soleras. Ademads, el horno cuenta con un eje central
al cual se le articulan 68 brazos (4 en cada hogar). Estos brazos tienen dispuestos diente
o paletas con la que mediante la rotacion del eje central facilitan el traslado de mineral de

un hogar a otro.

El movimiento o traslado de mineral de un hogar a otro se realiza en forma de zigzag,
ya que los hogares pares tienen su descarga por la periferia y los hogares impares por el

centro.

Los gases que salen del horno arrastran consigo particulas muy finas de mineral, las
cuales se hacen necesario recuperar para evitar mayores pérdidas en el proceso, para
ello, se cuenta con un sistema de limpieza de gases formado por un grupo de 6 ciclones
en cada horno, 12 electrofiltros y uno adicional en la secciéon de los silos para la

purificacion del aire del transporte neumatico y del aire de succion de las tolvas.

De los hornos el mineral recuperado en la bateria de ciclones cae por gravedad al horno
a través del hogar HO. El mineral que se recupera en los electrofiltros es transportado por
unos transportadores de paleta hacia una tolva, debajo de la cual se encuentran unas
bombas neumaticas de 120 ton/h de capacidad, las cuales envian el mineral hacia las
tolvas de los molinos para mas tardes ser bombeado hacia los silos formando asi €l

reciclo.

El proceso de reduccion es eminentemente endotérmico. Por este motivo el horno
dispone de 10 camaras de combustién dispuestas en los hogares 15, 12, 10, 8 y 6 con
quemadores de petroleo de alta presion, que son los encargados de producir los gases
caliente para el calentamiento del mineral, a la vez que enriquece la atmosfera reductora

del horno ya que trabaja con combustion incompleta.

La presion del aire utilizado en las cAmaras de combustion es de 14 kPa, facilitado por el
uso de ventiladores centrifugos capaces de mantener una operacion estable en dicha

area cada bloque cuenta con tres de ellos, dos en operacion y uno de reserva.

Asi, tenemos que el mineral en su descenso es sometido a un perfil ascendente de
temperatura que permite un calentamiento gradual, a la vez que penetra en un perfil
gaseoso que garantiza un aumento en la concentracion de reductores. La atmosfera
reductora es controlada mediante la relacion CO2/CO en H-10 que debe ser de 1,2 %. Un

perfil tipico de temperatura es como sigue:
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Hogares HO H4 Ho6 H7 H9 H11 H113 H15

Ten°C 350 720 690 695 710 7120 740 760

Tabla 3-1: Distribucion Temperaturas en el Horno de Reduccién

En estas condiciones, es posible el desarrollo de las reacciones de reduccion a pesar del

corto tiempo de retencion del mineral en el horno (90 min.).

Esta operacion se complementa con la introduccion de aire en los hogares 4 y 6 (2000 m3/
h) para la postcombustiéon de los gases con un cierto contenido de CO y H2 no
consumidos en la reaccién quimica, para evitar un incremento de las concentraciones de
los mismos en el sistema de limpieza de gases (precipitador electrostatico) al mismo
tiempo se aprovecha el calor de la reaccién exotérmica liberado en la combustion para

facilitar el perfil de temperatura ideal en el horno.
CO+ %02 — CO:2 + 67.6 Mkcal/ kmol
H: + %02 — HO + 57.8 M kcal/ kmol

Después de reducido el dxido de niquel y los 6xidos superiores de hierro a Ni metalico e
Fe metalico, el mineral es descargado del horno al transportador rotatorio, a su vez, este
entrega el mineral a una temperatura de 650 -—=700 °C a un enfriador, el cual tiene el
objetivo de enfriar el mineral hasta una temperatura por debajo de los 200 °C. Para ello
su interior en forma de unas paletas y los carros raspadores, se encargan de remover el
mineral y raspar la superficie interior del enfriador evitando asi que el mineral se pegue
e interfiera en el proceso de transferencia o intercambio de calor. El enfriador rota sobre
una piscina de agua. El agua de la piscina debe salir a una temperatura no menor de
70°C.

El mineral que sale del enfriador cae a una de las canales de Lixiviacion, por donde se
introduce una corriente de una solucion carbonato amoniacal formando una pulpa que
va a hacia unos tanques de contacto, luego es bombeada a la planta de lixiviacion y
lavado a través de otro grupo de bombas para someterse a la proxima etapa del proceso

industrial.

3.3 Particularidades del Proceso de Reduccion de Mineral:

El proceso de reduccion [31] estd encaminado a lograr una selectividad tal que permita
maximas extracciones de niquel y minima de hierro teniendo en cuenta que la fraccion

magnética es la que mas favorece la lixiviacion amoniacal.
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Este proceso bastante complejo, es heterogéneo y ocurre fundamentalmente entre la linea
divisoria entre las fases sdlida y gaseosa, y la velocidad de reacciéon va a estar
determinada principalmente por la difusién del gas al interior de las particulas, por la
concentracion de reductores y la velocidad con que se han desalojado los productos de la

reaccion.

El mineral que se procesa, denominado lateritico y serpentinico tiene su diferencia en
cuanto a su composicion quimica, por tal motivo el tratamiento que se le da durante la

operacion de reduccidon también tiene sus diferencias.

En la figura 3-2 se muestra el perfil litologico del mineral utilizado en el Proceso de
Reduccién de Minera. El mineral lateritico caracterizado por su mayor contenido de
hierro estd formado por una serie de oxidos de hierro como son: Hematita: Fe203,
Goetita: Fe203H20, Magnetita: FeOFe203, Limonita: Fe203 3H20, Cromita: FeOCr03.
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Figura 3-2: Distribucién del Niquel en la naturaleza

En estos minerales se encuentra presente el niquel y su reduccion es bastante sencilla,
una excelente reduccién se puede lograr a 480 °C aproximadamente. Ademads con estos
minerales se alcanza una alta fineza, lo cual ayuda positivamente al proceso al

proporcionar una mayor superficie activa del mineral.

Sin embargo, el mineral serpentinico estd formado principalmente por silicatos

hidratados, como son:
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1. Gentita: 2NiO2MgO35i026H20,
2. Garnierita: (NiMg)OSiO2H20,
3. Nepouita: 3(NiMg)O25i022H20

Las investigaciones han demostrado que las extracciones a partir del mineral lateritico
son mayores que las que pueden ser obtenidas con las serpentinas, pero la recuperacién
que pueden brindarnos la mezcla de serpentina y laterita es superior a la obtenida con

serpentina sola, siendo la misma de un rango tecnoldgicamente aceptable.

Se observa que la laterita se reduce hasta un 90%, sin embargo, la serpentina no pasa de
un 75%. Se observa también que la mezcla de ambos da una buena extraccion, por lo que
en la practica se trabaja con una relacion 3:1, o sea tres partes de laterita por una de

serpentina. Bajo esta combinacion se pueden obtener extracciones de hasta un 84%.

El calentamiento con mineral serpentinico es de suma importancia, ya que se ha
verificado una correlacion entre la velocidad de calentamiento durante la reduccion y la
liberacién del agua combinada con el mineral, lo cual explica satisfactoriamente la razén

del por qué cuando la velocidad del calentamiento es alta la recuperacion es pobre.

Las moléculas de los silicatos complejos deben ir perdiendo el agua paulatinamente
hasta el momento de su liberacion total, que es cuando puede ser reducido el Ni0
presente en ellos. Si en este momento la concentracion de reductores no es suficiente, los
oxidos componentes se reagrupan nuevamente formando silicatos esta vez
deshidratados que requieren condiciones mas severas de temperaturas que en nuestro

caso no son posibles de efectuar para su reduccion.

En el proceso de Reduccion de Mineral deben tenerse en cuenta las siguientes reacciones

quimicas:

1. NiO(s) + H2(g) ~ Ni(s) + H20(g)

2. NiO(s) + CO (g) ~ Ni(s) + CO2 (g)

3. 3Fe2s(s) + Ha ~ 2Fes04 + H20 (g)
4. 3Fe0s (s) + CO(g) ~ 2Fes04 + CO2(g)
5. 3Fex0s (s) + H2 (g) ~ 2Fe0 (s) + H20 (g)
6. 3Fex0s (s)+ CO(g) ~ 2Fe0 (s) + CO2 (g)
7. Fe0 (s)+H2(g) ~ Fe (s) + H20 (g)

8. Fe0 (s)+CO (g) ~ Fe (s) + CO2(g)
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Se ha confirmado experimentalmente que las reacciones indicadas arriba son reversibles,
el curso de la reaccion bien hacia la derecha o hacia a la izquierda, es gobernado por las

concentraciones relativas de las sustancias reaccionantes.

Las tltimas reacciones no son convenientes por las pérdidas que ocasionan en el proceso
de Lixiviacion. El compuesto Fe0 se descompone a bajas temperaturas. De ellas
encontramos lineas de equilibrio para la reduccion del 6xido de niquel y de hierro con

H:y CO en funcién de la temperatura.

Se ha podido determinar que el Ni0 no puede ser reducido a metal a una T=540°C, si
K=H:0/H: excede de un valor numérico de 23. Esto se cumple sin tener en cuenta el
volumen de gas que se pone en contacto con el 6xido de Niquel. El proceso de la reaccion
quimica no es proporcional a las cantidades reales de reactivo puestos en contacto, sino a

las cantidades presentes en la unidad de volumen.

La reaccidn ocurrird con suficiente velocidad cuando las relaciones C02/C0O y H20/Hz2 no

sean muy grandes. Si, por ejemplo se tiene que:
Para una temperatura de 700°C

1. K=H:0/H2 para NiO=Ni parahornos industriales= 0,84
2. K=H:0/H: para Fes0:=Fe0 para hornos industriales=0,84.

La reaccion de 6xido de niquel a niquel metalico ocurrird a una mayor velocidad que la
reduccion del FesO: a o6xido de hierro bajo las condiciones de temperatura y
concentracion de gases prevalecientes en los hogares inferiores. Bajo estas condiciones,
las pruebas en planta piloto y la operacion de la planta metalargica de Nicaro asi lo han
demostrado, ya que las extracciones de Ni son superiores al 80% mientras el Fe sdlo se

extrae en un 2,3%.

3.4 Factores que Influyen en la Operacion del Horno.

Temperatura.

Granulometria.

Composicidon quimica de la materia prima
Concentracion de gases.

Numero de hogares.

Estabilidad en la alimentacion.

NS @ L=

Tiempo de retencion.
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3.4.1 Influencia de la Temperatura.

Este es un parametro fundamental en todo el proceso pirometaltirgico, ya que la

temperatura facilita el cambio de estado o el debilitamiento de la estructura cristalina.

El perfil de temperatura se mantiene mediante la utilizacion de quemadores de petrdleo
que se encuentran en las camaras de combustion. En éstas se trata de mantener una
relacién aire-petrdleo que garantice la combustion incompleta, a la vez ayuda a
enriquecer la atmdsfera reductora dentro del horno, ademas en los hogares 4 y 6 se
introduce aire secundario proveniente de las camisas de enfriamiento en los hogares 4 y

6 para quemar el CO residual.

Debido a esta reaccion exotérmica se produce una cantidad de calor adicional que

contribuye al calentamiento del mineral y a mantener el perfil térmico del horno.

Durante la operacion se debe mantener un perfil de temperatura aumentando de arriba
hacia abajo que garantice un calentamiento gradual para que las pérdidas de agua de los

silicatos no sean bruscas y no se afecte la extraccion del mismo.

3.4.2 Influencia de la Granulometria

Por este ser un proceso heterogéneo la granulometria influye determinantemente en los
buenos resultados de reduccién. Las reacciones ocurren fundamentalmente en la linea
divisoria de las fases y la velocidad de la reaccion esta determinada por la penetracion
del gas al interior de la particula. Si estas son pequenas, aumentara la superficie activa
del mineral, serd mayor el contacto entre las fases, lo que incide directamente en la

conversion de la reaccion.

En la préctica se trabaja con un 83 — 85% de fraccion 0,074mm, con lo que se puede lograr
extracciones aceptables para este proceso sin que el arrastre de polvo sea incrementado

sustancialmente.

3.4.3 Composicion de la Materia Prima.

La composicién quimica de la matera prima influye directamente en los resultados de la
reduccion. Atendiendo a esta se fijan las temperaturas en el horno y el régimen de
calentamiento de mineral asi por ejemplo, cuando el mineral es serpentinoso o sea que
su contenido de hierro es bajo, el régimen de temperatura debe ser mas alto, asi como la
concentracion de reductores debe ser elevada para reducir el niquel en el momento del

debilitamiento de los cristales por la expulsiéon de agua cristalina.
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Para el mineral lateritico. Las condiciones de reduccién pueden ser menos severas ya que

estos minerales se reducen a bajas temperaturas.

3.4.4 Concentracion de Gases

La reduccion se lleva a cabo mediante el contacto de los gases reductores con el mineral.

Ambas fases se ponen en contacto en la cama de mineral y las caidas de un hogar a otro.

Al encontrarse el petrdleo aditivo en hogares con temperaturas superiores a 350°C,
comienza la descomposicion del mismo, formandose el CO y H2 una vez reaccionado el
carbono activo en la primera etapa de la cadena de reacciéon quimica, ademas la
atmosfera reductora es enriquecida por el gas producto de la combustion incompleta en

los quemadores de petréleo.

La concentracion de los gases influye directamente en la conversion del niquel.

3.4.5 Numero de Hogares

Este ha sido un factor de importancia en el desarrollo de los hornos modernos, ya que
fue detectado que el nimero de caidas de un hogar a otro influia directamente en los
resultados de la reduccion debido a que en el momento de las caidas ocurre mayor
contacto entre las fases, y las particulas son banadas completamente por el gas,

calentandolas a las temperaturas indicadas y reduciendo el niquel.

La reduccion en la cama de mineral lleva el peso de la reduccion alrededor de un 70% de

la misma, gracias al petroleo aditivo.

3.4.6 Estabilidad en la Alimentacion

La inestabilidad en la alimentacién al horno afecta seriamente el perfil de temperaturas,
y por ende la operacion del mismo, ya que todas las condiciones son fijadas para el
tonelaje a procesar, y si en este tiempo al horno se les suministra mas mineral que el
fijado, la temperatura comenzardn a bajar y si ocurre lo contrario la temperatura
aumentan y ambas situaciones no son conveniente para el proceso ni para una buena

estabilidad en la operacion.

3.4.7 Tiempo de Retencion

En este equipo éste es un factor que de acuerdo a los principios tedricos de la tecnologia
incide en los resultados de la reduccién por el grado de terminacién de la reaccion. Valor

fijado a 90 minutos, como lo establece la tecnologia.
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Se ha intentado modificar este tiempo en varias ocasiones, pero los resultados arrojados
no son significativos, y por tanto es un pardmatreo que no interviene en la propia

operacion del proceso.

3.5 Variables medidas, Proceso de Reduccion de Mineral:

Basicamente se cuenta con dos tipos de variables para el control de la operacién del
proceso de reduccion de mineral: variables de entrada y variables de salida. De cada una
de ellas se lleva el registro histérico, y se miden en varios intervalos de tiempo,

fundamentado en su comportamiento e inercia de modificacion.

3.5.1 Variables de Entrada:

Ni % 1.262
Co % 0.104
Fe % 39.307
SiO2 % 9.955
MgO % 591
H:0 % 3.326
100 % 7.395
200 % 5.593
-200 % 87.012

Tabla 3-2: Valores de Muestras de Entrada

Sus valores se obtienen tomando muestras del proceso cada 4 Horas y realizandoles

posteriormente los correspondientes analisis quimicos.

3.5.2 Variables de Salida:

Ni Extractable % 79.179
Co Extractable % 56.486
Indice Consumo Petréleo Kg/ton 53.00

Tabla 3-3 Valores de Muestras de Salida

Sus valores se obtienen tomando muestras del proceso cada 4 Horas y realizandoles

posteriormente los correspondientes analisis quimicos.

Se excluye la variable indice de consumo de petréleo que se muestrea en tiempo real.
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3.5.3 Variables de Operacion

Parametros Valores Parametros Valores | Unidades
Temp. Hogar HO 350 Temp. Camara 6N 350 °C
Temp. Hogar H4 720 Temp. Camara 8N 720 °C
Temp. Hogar H6 690 Temp. Camara 10N 690 °C
Temp. Hogar H7 695 Temp. Camara 12N 695 °C
Temp. Hogar H9 710 Temp. Camara 15N 710 °C
Temp. Hogar H11 720 Temp. Camara 65 720 °C
Temp. Hogar H13 740 Temp. Camara 85 740 °C
Temp. Hogar H5 760 Temp. Camara 105 760 °C

Tabla 3-4: Valores de Muestras de Operacion

3.6 Acceso a datos del proceso de Reduccion de Mineral.

El acceso a la informacion es factor esencial a la hora de garantizar la seguridad y

productividad en este tipo de proceso de produccion.

Los datos que sirven de base a este trabajo, se obtienen desde dos sistemas de
produccién que posee la industria para la supervision y el control de su operacion:

Plant2Business-Citect y CheNet.

3.6.1 Plant2Business-Citect

El software Citect garantiza este acceso en dos posibles niveles:

1. CitectScada, nivel de operaciones on-line

2. Plant2Business, nivel de supervision on-line y off-line

Ella es la plataforma servidora para la Gestion de la Informacion Industrial (Industrial

Information Management, IIM).

Esta aplicacion recoge, almacena y suministra en tiempo real, datos relevantes de planta
para toda la empresa como se muestra en la figura 3-3. Se conecta de forma nativa a los
sistemas de control y programas SCADA-Citect y bases de datos de gestion mas

comunes del mercado.

Tanto el establecimiento de la conexidon, como el almacenamiento, la publicacion y

transferencia de datos entre sistemas, se realizan mediante simples clics de raton, lo que
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permite que incluso personal no técnico pueda facilmente interconectar sistemas de

control de marcas diversas con bases de datos de gestion.

La conexién directa a bases de datos tales como SQLServer u Oracle, significa que los
datos de planta pasan directamente a los informes de calidad ya existentes, y se mejora la
certeza del cumplimiento con normas internas y legislacion (procedimientos

operacionales).

La concentracion de todos esos los datos de planta en una tinica base de datos simplifica
los sistemas de manejo de informaciones a los cuales se hallan conectados. La capacidad
de emitir reportes en tiempo real son utilizados para darle seguimiento a

las desviaciones de las operaciones pre-definidas.
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Figura 3-3: Vista de un tipico registro de variables medidas en tiempo real

Plant2Business ofrece informaciones como desviaciones estandar, valores maximos y
minimos, que son utilizadas para realizar pequenos andlisis del comprtamiento de las
operaciones. La totalidad de los datos de los sistemas de control son tinicos y se acceden

desde cualquier lugar.
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Con un mdédulo de Historial, la integridad y continuidad de los datos esta virtualmente
garantizada, incluso aunque fallen las redes o los computadores. El Historial posee una
resolucion de almacenamiento menor a un segundo, y almacena junto a los datos,
variables de calidad, status, y estadisticas. Permite almacenar afios de informacién en

linea sin comprometer la precision de los datos ni cargar los computadores.

De acuerdo a nuestros intereses en este trabajo, y como se aprecia en la figura 3-4, se
configuraron diferentes grupos de variables de acuerdo a su tipo (temperaturas en
camaras, hogares, tonelaje, etc), ello facilita su exportacion a un formato texto de manera
que puedan ser tratadas adecuadamente por la herramienta de procesamiento
(MatLab 7.0).
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Figura 3-4: Configuracion preparada para este trabajo

Otro aspecto que se tiene en cuenta tiene que ver con el tiempo de muestreo; en todos los
casos se ajusté a 10 minutos para llegar a una media horaria y luego a una media en el
periodo de duracién de un turno de trabajo (8 Horas). Esto tiene que ver con el periodo
de mediciones de los parametros que se tratan off-line, que es cuando se obtiene el

resultado de la variable objeto de valoracion.
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3.6.2 CheNet

Es la otra plataforma servidora de la Gestion Productiva 8H para la Consolidacion de la
Informacién de Produccion. Esta aplicacion recoge, almacena y suministra en tiempo no

real, datos relevantes de todos los analisis quimicos off-line a nivel de empresa.

De igual manera se conecta a los sistemas de control y programas SCADA-Citect y

bases de datos de gestion mas comunes del mercado.
La figura 3-5 muestra un reporte tipico de datos que son resultados de esos analisis.

Estas son las variables que determinan la calidad del proceso realizado, y por tanto son

tan importantes como las de operacion que se registran en tiempo real.
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Figura 3-5: Reporte de resultados analiticos del sistema

Para estos casos, el tiempo de muestreo es de 2horas, teniendo que ver en especifico con
la calidad del mineral que suministra la Mina al proceso industrial (su materia prima

fundamental).

3.6.3 Integracion de los datos utilizados

Estas dos plataformas estan insertadas al sistema de Gestion Empresarial a través de un
Portal WEB, que tiene por misién aunar toda la informacion y conocimientos que aporta

la operacion diaria de la industria, como lo muestra la figura 3-6.
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Figura 3-6: Integracioén de las Plataformas descritas a la Gestion Empresarial actual

Por medio de las mismas, es posible agregar y publicar informacion en Bases de Datos
particulares o distribuidas, implementando para ello servicios de transformacion de
datos (DTS) encargados de colocar los mismos en las tablas de las cuales provienen las
informaciones mostradas en los reportes empresariales que permiten a los ejecutivos

fundamentar criterios operativos basados en un sistema de tiempo real.

Los paquetes de Servicios de transformacion de datos incluyen una o mas tareas DTS.
Cada tarea define un elemento de trabajo que se ejecutara como parte del proceso de

transferencia y transformacion de los datos.
Se tiene acceso a estas tareas desde el Diseniador DTS-Transformar datos.

Se emplea la tarea Transformar datos para copiar datos, asignar una gran variedad de
transformaciones a los datos y personalizar las transformaciones con una secuencia de
comandos Microsoft ActiveX® desde la base de datos ChenetCitec a la Base de datos
ChenetDB ambas ubicadas en el mismo servidor, dependiendo de la frecuencia de

captura de los mismos estan destinados a distintas tablas.

La figura 3-7 muestra algunos de los DTS que estdn implemetados y permiten la

disponibilidad en tiempo de los diferentes grupos de datos.
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Local Packages 11 Items

Create Dake
EB-IMTR....

%h‘anables de Frecuencia 720 Horas (1 mes) WEB-INTR., .. [21/2005.,
%h‘ariables e Frecuencia & Horas WEB-INTR... 11212005,
%h‘ariables e Frecuencia 4 Horas WEB-INTR... 11212005,
%h‘ariables e Frecuencia 240 Horas (10 dias) WEB-INTR... 11212005,
%h‘ariables de Frecuencia 24 Horas WEB-INTR... 11212005,
%h‘.ﬁriables de Frecuenda 2160 Horas (90 Dias) WEB-INTR... 11212005,
%h‘ariables e Frecuendia 2 Horas WEB-INTR... 11212005,
%h‘ariables de Frecuencia 1Hara WEB-INTR... 11212005,
%h‘ariables de frecuencia 12 Horas ECEadminf,., 11/21/2005.,
%Bnrrar Tags v Trends enviados por el P2 ECGladmin.,. 11f21/2005..,

Figura 3-7: DTS implementados

Segun la frecuencia de entrada se haran activos los DTS correspondientes, garantizando
la incorporacion de la informacion a las tablas de la base de datos empresarial, con lo que
se logra un adecuado manejo de la informacion a la hora de presentar reportes a partir
de las mismas o realizar calculos para la obtencidén de otros a partir de los indicadores

primarios.

3.7 Petroleo en las Camaras de los Hornos de Reduccion.

Uno de los portadores energéticos a que se hace referencia en la parte inicial del
documento; y cuya incidencia es significativa en la consecucion eficiente del proceso de

Reduccion de Mineral es el petréleo tecnologico o fuel oil.
Este se utiliza con 3 objetivos especificos:

Mezcla con el mineral de entrada como agente aditivo.
Generar gases reductores mediante combustion incompleta.
Garantizar el perfil térmico de los hornos por medio de quemadores de alta

presion.

Loa objetivos 2 y 3 se logran por medio de la combustién incompleta que se produce en

las diferentes caAmaras que poseen los Hornos.
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Figura 3-8-: Vista de una Bateria de Camaras de Combustion de los Hornos de Reduccion

El suministro de petrdleo a las mismas se realiza desde una estacion de bombeo. Para
garantizar esta alimentacion se hallan instaladas un grupo de 8 bombas, de las cuales 6
estan destinadas para realizar el bombeo a los hornos y las otras dos para la adicién de
petrdleo en los transportadores de bandas en la Planta de Preparacion de Mineral.

Ademas se disponen de 5 calentadores de 49 m? de superficie de calentamiento.

El petrdleo llega a un colector de succion de las bombas por gravedad, procedente del
deposito de petroleo por medio de dos lineas, junto a estas se hallan otras para
suministrar vapor con el objetivo de mantener la temperatura del petréleo de acuerdo a

los requisitos establecidos.

Para cada linea que suministra combustible, se encuentran instaladas las
correspondientes bombas. El petrdleo es bombeado a una presion de 10 atm. A la salida
de los Intercambiadores de calor la presion de petrodleo sera de 9.5 atm. La temperatura
de salida de 100 a 110 °C.
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El combustible que no se consume retorna por otra tuberia, la cual llega a la unidad
calentadora por la linea de retorno donde se encuentra un platillo orificio que regula

flujo y un cheque.

La linea de petroleo sube hasta el piso de las cAmaras de H-6, de la cual salen dos

tuberias para distribuir el petroleo a los hornos correspondientes.

3.7.1 Indice de Consumo de Petroleo en Camaras:

Consumo de Petroleo Total, 1 dia ton 726

Consumo de Petroleo Camaras, 1 dia ton 468

Consumo de Petroleo Aditivo, 1 dia ton 258
Indice de Consumo de Petréleo en Camara Kg/ton 53.00

Tabla 3-5: Valores de Muestra de la variable Indice
Consumo en Camaras

3.7.2 Caracteristicas del Petroleo utilizado en Camaras:

Densidad Trabajo g/em3 0.9605
Densidad a 15°C g/em3 0.9943
Valor Calérico Kcallkg 9863.6
Azufre % 245
Carbon % 12.18
Asfaltenos Y% 6.54

Tabla 3-6: Valores de Muestras de Entrada

3.7.3 Estructura del Consumo de petrdleo en las Camaras

La estructura del consumo de petrdleo esta definida por la organizacion que tiene la
Planta de Hornos de Reducién. Cuenta con 24 Hornos, agrupados desde el punto de
operacional en grupos de 8, denominado LOSA, a su vez cada grupo de estos esta
formado por parejas, denominadas LINEA. Cada horno cuenta con 10 cdmaras situadas
en lugares determinados por la propia tecnologia CARON: 5 para la zona norte y 5 para

la zona sur, formando un espejo.

Losal Losa?2 Losa3
156 ton al dia 156 ton al dia 156 ton al dia
56 940 ton al afo 56 940 ton al afno 56 940 ton al afo
53 kg/ton 53 kg/ton 53 kg/ton
total anual
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170 820 ton

Tabla 3-7: Estructura de Consumo de Petroleo en Camaras

3.8 Planteamiento del Problema

Como se ha expresado en el resumen de este trabajo, el conocimiento a priori o la
prediccion de como evolucionard una variable en el futuro, ademas de constituir una
informaciéon muy valiosa, permite disponer de tiempo suficiente para adecuar una
respuesta de forma 6ptima en la deteccion de oportunidades, prevencion de problemas y

optimizacion de recursos entre otros aspectos.

La prediccién como una actividad intelectual humana, puede definirse como un juicio
sobre el futuro, el cual esta basado en las experiencias personales pasadas, la informacién
historica disponible y los mecanismos de razonamiento que utiliza la mente humana para
emitir sus juicios [24]. Ya sea realizada a través del juicio informado o mediante el uso
de técnicas estadisticas, la prediccion implica el uso de un modelo mental o matematico
que representa el conocimiento que el modelador/pronosticador ha adquirido sobre el
funcionamiento de un sistema real (que puede representar un mercado o una industria) a
través de su experiencia, para determinar cudl es la evolucion mas probable en un

determinado momento.

No obstante, dicho comportamiento es dictaminado por diversos factores que se
relacionan de forma compleja [24] haciendo que el modelo usado para la prediccién sélo
pueda ser construido a través de un proceso de agregaciones, simplificaciones y

conjeturas sobre la dindmica que gobierna el sistema real.

A partir de los datos histéricos almacenados y utilizando técnicas de Softcomputing, es
posible elaborar modelos con una capacidad razonable de estimacion, con los cuales los
administradores tendrian manera de predecir los valores de eficiencia de ciertos procesos
industriales, impidiéndoles conducir a falsos optimismos y a inevitables retrasos en los

planes de produccion.

La definicion formal del problema a resolver es: dada una serie de observaciones;

{(xk;yk);kzl,...n } 3-1

con su correspondiente salida
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» =F(x)eRy xR’ 32

se desea obtener una funcién f* tal que:

e =f(x) 3-3

En la definicién de prediccion, existe una mencion explicita a la dimension temporal, sin
embargo, debido a la abstraccion de la definicién matematica, no se identifica al tiempo

como una variable en concreto.

En realidad se podria seguir considerando la palabra predecir puesto que para el modelo
que proporciona las salidas, una vez creado, cada entrada nueva es temporalmente

posterior a su creacion y, consecuentemente, futura en el tiempo.

Ante estos elementos, se utilizara el término aproximacién funcional para hacer referencia
al problema que se desea resolver: dada una hipotética funcidn (que asigna una salida a
un vector de entrada) se desea tener un modelo que sea capaz de aproximar a la funcion
hipotética, es decir, que para el mismo conjunto de entradas con sus salidas conocidas,

sea capaz de generar aproximadamente las mismas salidas.

En este caso, las relaciones que se pretenden descubrir entre las diferentes variables de
entrada/salida que se almacenan constantemente en los diferentes soportes informaticos
de la industria, se pueden asociar al problema de aproximacion de una funcién

desconocida.

Asi pues, se tendria un espacio de busqueda donde cada uno de sus puntos representa

una solucién (6 RBF) al problema de aproximacion.

El principio de valorar la evolucion futura de una variable de este tipo, que a su vez
depende del comportamiento de otras (composicion del mineral oxidado de entrada,
perfiles térmicos y gaseosos) que generan cambios en las entradas de la planta, y aportan
un cierto grado de incertidumbre al problema, puede basarse en el principio de que es
necesario alcanzar un equilibrio entre el beneficio inmediato y el comportamiento

optimo del sistema a lo largo del tiempo [24].
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Con todo lo revisado hasta aqui, y en relacion a los principios de funcionamiento del
proceso de Reduccion de Mineral y sus variables mds importantes, el mismo queda

caracterizado a partir de las siguientes funciones:

% Extracciones = fl (Mineral, Perfil Temperatura Hogares, Agentes 3-4
Reductores)
Perfil Temperatura Hogares = {2 (Mineral, Temperatura Camaras) 3-5
Agentes Reductores = f3 (Mineral, Petrdleo Aditivo, Petréleo en Camaras) 3-6
Indice Consumo Petroleo = f4 (Mineral, Temperatura Hogares y Camaras, 3-7
Agentes Reductores)

La expresion 3-7, encierra en si misma el planteamiento del problema que este trabajo se
ha propuesto resolver: predecir el consumo de petréleo en cdmara, y que como ha quedado
reflejado, puede considerarse como un problema de aproximacién funcional en el que se
obtiene una descripcion de la relacion entre las entradas y salidas a partir de las parejas

de entrada/salida conocidas mediante un proceso de ajuste o aprendizaje.

Una vez obtenida dicha funcién, es posible utilizarla para determinar relaciones de
entrada/salida en zonas del espacio de entrada a partir de entradas que no se encuentren

en el conjunto de entrenamiento.

3.9 Conclusiones

En este capitulo se ha expuesto un resumen de las caracteristicas mas importantes del
proceso de Reducciéon de Mineral de Punta Gorda, donde los elementos a los cuales
hemos hecho referencia, han dado motivos para considerar la optimizacion de
portadores energéticos como un de los temas de mayor relevancia en este tipo de proceso

industrial.

De igual manera ha quedado definido el planteamiento del problema que nos hemos

propuesto resolver en el presente trabajo.

En el proximo capitulo de expone el procedimiento utilizado como solucién al problema

que ha quedado planteado.
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Capitulo 4
Procedimiento para la caracterizacion del

proceso de reduccion de mineral

Este capitulo presenta los componentes de la propuesta de solucién que se ha concebido

para dar respuesta al problema que quedé planteado en el Capitulo 3.

Basicamente se refiere a la aplicacion de varios modelos de computacion bio-inspirados,
los cuales se basan en emplear analogias con sistemas naturales o sociales para disefiar
métodos heuristicos no deterministicos de busqueda, aprendizaje, de imitaciéon de

comportamiento, etc.

El procedimiento que hemos desarrollado implica la hibridacion e integracion de
diversas técnicas y paradigmas de programacion tales como, algoritmos de busqueda

local, algoritmos evolutivos multiobjetivo y redes neuronales de funciones de base radial.

La razén para integrar las diversas técnicas mencionadas se deriva de la posibilidad de
poder combinar las ventajas que posee cada una, supliendo sus desventajas con las
aportaciones de las demas. Por ejemplo, dado que la busqueda local puede dejar sin
explorar zonas del espacio de soluciones debido a su caracter local, los algoritmos
evolutivos permitirdn realizar esa tarea, supliendo la posible falta de precision en el

ajuste de las soluciones de éstos mediante la busqueda local.
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La evoluciéon multiobjetivo permite al algoritmo mantener un compromiso entre la
complejidad de las redes y la calidad de las soluciones a costa de un coste computacional

mayor.

4.1 Introduccion

Mediante el procedimiento que hemos desarrollado, pretendemos explotar la capacidad
de las redes de funciones de base radial como instrumento de modelizacién y prediccion,
poniendo de relieve la superioridad mostrada por las mismas en el modelado de los
fenémenos no-lineales. Para ello confeccionaremos un modelo, implementado sobre
Matlab, que nos permitira predecir la evolucion de la variable indice de consumo de

petrdleo, descrita en el capitulo anterior.

Debido al tamario de las bases de datos, a la presencia de ruido, datos inconsistentes,
redundantes, etc., se hace necesario aplicar técnicas de seleccion de variables sobre ellos,
de manera que se generen valores representativos y mejoren las prestaciones de los
algoritmos implementados. Los modulos de Seleccion de Variables y Aproximacion
Funcional con redes de funciones de base radial de la figura 4-1 permiten validar el

planteamiento del problema definido.

variables del proceso

I
v

seleccion de variables

l

aproximacion funcional con RBFNN

I
v

prediccion de variable de interrés

Figura 4-1: Etapas del procedimiento propuesto.
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4.2 Proceso de seleccion de variables:

Cuando se utiliza una gran cantidad de variables en un proceso de aprendizaje, se corre
el riesgo de que muchas de ellas no aporten la suficiente informacion (con respecto a las
demas) para poder generar un modelo suficientemente preciso de un espacio de entrada
tan grande. En estos casos la mayoria de los algoritmos de aprendizaje adolecen de
pérdida de rendimiento y dificultad de comprension en los resultados, ademas de altos

tiempos de ejecucion.

4.2.1 Reduccion de la dimension:

Existen varias aproximaciones para realizar una reduccion de dimension, entre las mas
uitilizadas de encuentran: la extraccioén de variables (feature extraction, FE) y la seleccion
de variables (feature subset selection, FSS). La extraccion de variables consiste en encontrar
una nueva descripcion del dominio de variables, de otra parte, la seleccién de variables
trata de seleccionar un subconjunto de variables sin hacer ninguna transformacion. [81].

En general, en estos procedimientos de seleccion se distinguen cuatro etapas esenciales:

1. Seleccién: en esta etapa se determina el posible subconjuto de caracteristicas
para realizar la representacion del problema

2. Evaluacion: en esta etapa se evalta el subconjunto de caracteristicas escogidas
en el punto anterior.

3. Detencién: se chequea si el subconjunto seleccionado satisface el criterio de
detencion de la busqueda.

4. Validacion: esta etapa se utiliza para verificar la calidad del subconjunto de

caracteristicas que se determinaron.

La figura 4-2 muestra como es la relacion temporal entre estas etapas del proceso. [25]:

Juego Subconjunto de
original caracterjisticas
> Seleccién _ Evaluacion Validacién
:l
* Subconjunto de
caracteristicas
NO SI seleccionado
Criterio de
Detencién

Figura 4-2: Procedimiento general de seleccion de caracteristicas.
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En otro sentido, los métodos de seleccion de caracteristicas se clasifican desde el punto
de vista de la manera en que se determina el nuevo subconjunto a evaluar, lo que

conduce a tres clases de métodos [25].

1. Métodos Completos: Estos métodos examinan todas las posibles combinaciones
de caracteristicas. Son muy costosos computacionalmente dado que el espacio
de busqueda es del orden O(2n) para n caracteristicas; pero encuentran de

forma segura el subconjunto éptimo de caracteristicas.

2. Métodos Heuristicos: Utilizan una metodologia de busqueda de forma tal que
hace innecesario evaluar todos los subconjuntos de caracteristicas. Ello
conlleva a una mayor velocidad en la determinacion del conjunto de
caracteristicas, ya que el espacio de busqueda es menor que en los métodos
anteriores. No obstante estos métodos no aseguran la obtencion del mejor

sub-conjunto.

3. Métodos Aleatorios: Son aquellos métodos que no tienen una forma especifica
de definir el subconjunto de caracteristicas a analizar, sino que utilizan
metodologias aleatorias. Dan lugar a una busqueda probabilistica en el
espacio de caracteristicas, cuyo resultado dependera del nimero de intentos.
Por lo tanto tampoco aseguran la obtencidon del conjunto de caracteristicas

optimo.

Desde el punto de vista de la funcion de evaluacion, los procedimientos de seleccion de
caracteristicas se pueden clasificar en dos categorias [74].

1. Meétodos de filtraje: Estos son métodos donde el procedimiento de seleccion es
realizado en forma independiente a la funcién de evaluacién (clasificacion).
Se pueden distinguir cuatro diferentes medidas: distancia, informacion,

dependencia y consistencia.

2. Métodos dependientes (wrapped): En estos métodos el algoritmo de seleccion utiliza
como medida la tasa de error del clasificador. Se obtienen generalmente mejores
resultados que en el caso anterior, pero trae consigo un costo computacional

mucho mayor.
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4.2.2 Variables obtenidas del proceso de Reduccion de Mineral:

En la figura 4-3 se muestra el conjunto de variables que se miden en el actual proceso de

Reducciéon de Mineral; las mismas se hallan agrupadas como variables de entrada (27) y

de salida (1) respectivamente.

Area Lixiviacion y Lavado

Area Preparacion Mineral Area Hornos de Reduccion
Mineral Oxidado
NiO(s) y 3Fe,0 Sistema ) )
(s)y 3Fe,0 —_ Mineral Reducido
w202 Reduccion Mineral Niv Fe Metalicos
Co%0.404 ¥
Fe30.307 (Hornos Herreshofl)
Hi Extractable % 79.179
5i02%9.955 Co Extractable % 56,436
Mg0%5.91 L
H20 % 2.326 Pmdul:clp'n Hi 30.28 ton
100% 7.395 Produccion Co 1.78ton
2004 5.593
-200%87.012
Mineral Alimentado 3030 ton

Agentes Reductores COe H,
Petrileo Aditivo y Combustidn Incompleta en Camaras

Petroleo Aditivo 59.17ton Petrdleo Camaras 167.307ton

Densidad Trabajo g.i#230.9605
Densidad a 15°C g/cm30.9943
Valor Caldrico Healkg 9863.6

Aarfre % 2.45
Carbon %1218
Asfattenos % 6.54

Los datos son reales y comesponden al Turnod, 17 octulwe2003

Figura 4-3: Distribucién de variables en el proceso de Reduccién de Mineral.

En nuestro modelo se han considerado como variables iniciales la totalidad de las que se
tienen en cuenta para la operacién de esta parte del proceso industrial. Son todas
aquellas que se monitorean constantemente por los operadores e ingenieros de proceso,

de acuerdo a lo que establecen los principios de disefio de la tecnologia CARON.

La tabla 4-1 hace referencia a la leyenda que le hemos dado a las variables utilizadas.

1 2 3 4 5 6 7
Ni Co Fe Si Mg CO/CO: Ton
8 9 10 11 12 13 14
A_Petr THO TH2 THA4 TH6 TH?7 TH9
15 16 17 18 19 20 21
TH11 TH13 TH14 TC6N TC6S TC8N TC8S
22 23 24 25 26 27 28
TC10N TC10S TCI12N TC12S TC15N TC15S I_Petr

Tabla 4-1: Leyenda de las variables utilizadas
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Dentro de ese conjunto de variables, las figuras 4-4 y 4-5 muestran el comportamiento de
un grupo de las que estan consideradas como de gran importancia de acuerdo a la

tecnologia de produccion de niquel.

08+

(k=)

07

Faapu—

il

04 H

=

03F

02 —

04 I | | | | | | | |
1] 50 100 150 200 250 300 350 400 450 500

Figura 4-4: Comportamiento de las variables Ni, Co, Fe, Indice Consumo Petréleo.

1 1 1 1 1 1 1 1
50 100 150 200 250 300 350 400 450 500

Figura 4-5: Comportamiento de las variables Ni (verde), Indice Consumo Petroleo (azul).

- 162 -



4.2.3 Test Delta para la seleccion de variables:

El problema de la estimacién de la varianza residual [34] es un tema muy conocido en
inteligencia artificial y estadistica en diferentes ambitos de aplicacion. La estimacion de la
varianza residual se puede contemplar como la estimacion de la varianza de la parte de
la salida que no puede ser modelada con el juego de las variables de entrada. Este tipo de

informacion se puede evaluar y proporciona métodos adecuados de seleccion.

El Test Delta es una de las formas mads simples para resolver el problema de la
estimacion de la varianza residual. Su principal ventaja es su robustez e intuitividad, lo
que hacen de el una herramiento ideal para ser aplicada en problemas de pocas

dimensiones.

La idea del Test Delta es que entradas similares que pertenezcan a un espacio de entrada
dado, tienden a producir salidas similares, estando causada la diferencia por flutuaciones

estaticas en la salida. En términos matematicos se expresa como:

1 M
R _ - - 2 4-1
Mk = m;(}z -1} N[z‘.fc]) .

Tras la aplicacion de este algoritmo a nuestro problema, se escogieron varios escenarios
para evalauar la seleccion de variables: 27, 8 y 7, seran las dimensiones sujetas a
experimentacion. La figura 4-6 ilustra el comportamiento de la totalidad de ellas una vez
aplicado el algoritmo, donde las que se hallan entre los limites 0-10 manifiestan la mayor

relevancia.

0 5 10 15 20 25 30

Figura 4-6: Resultados del Test Delta.
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4.3 Aproximacion Funcional con Algoritmos Multiobjetivo

En lo adelante, se va a abordar un problema de aproximacién funcional desde el punto

de vista de la optimizacion multiobjetivo.

4.3.1 Introduccion

En muchas de las busquedas de soluciones, suele ser necesario satisfacer de manera
simultdnea varios objetivos, los cuales pueden ser contradictorios. A veces existe la
posibilidad de combinar todos los objetivos en uno solo, pero lo usual es que no se
conozca de qué manera unificar los diferentes objetivos, o bien no es adecuado o
imposible. En estas circunstancias, nos enfrentamos a un Problema de Optimizacion

Multiobjetivo.

La optimizacion multiobjetivo (denominada también optimizacion multicriterio,
optimizaciéon multiprestaciones u optimizacion vectorial) aborda el problema de
encontrar un vector de variables de decision que satisfagan unas restricciones y
optimicen una funcién vectorial cuyos elementos representan a la funcion objetivo. Estas
funciones proporcionan una descripcion matematica de criterios de evaluacion que
generalmente estan en conflicto unos con otros. Por tanto, el término "optimizar" implica
encontrar el conjunto de valores de todas las funciones objetivo que son aceptables para

el disefiador.

Cualquier algoritmo de optimizacion multiobjetivo debe hallar todos los vectores de
decision para los cuales los correspondientes vectores objetivos no se puedan mejorar en
una dimensién sin degradar otra. A ello se denomina el conjunto de Pareto Optimo

(frente de Pareto).

Segun se indica en [21], aunque la capacidad de los Algoritmos Evolutivos (AE) para
resolver problemas con multiples objetivos fue sugerida por Rosenberg en la década de
1960, hasta mediados de la década de 1980 no se present6 la implementaciéon de un
algoritmo evolutivo para optimizacion multiobjetivo [125]. A partir de la década de 1990
aparecieron una gran cantidad de propuestas de MOAE, organizdndose una comunidad

de investigadores en el drea que trabaja activamente en la actualidad.

Los AE tienen la potencialidad de tratar problemas con objetivos multiples, y son
capaces de hallar en cada ejecucion un conjunto de soluciones aproximadas al frente de
Pareto. Esto representa una importante ventaja respecto a los algoritmos tradicionales,

que solamente generan una solucion por ejecucion.
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Complementariamente, los AE tienen otras ventajas respecto a los algoritmos
tradicionales, como ser menos sensibles a la forma o a la continuidad del frente de Pareto

0 permitir abordar problemas con espacio de soluciones de gran dimension.

Un MOAE debe disefiarse para lograr dos propdsitos en forma simultanea: lograr buenas
aproximaciones al frente de Pareto y mantener la diversidad de las soluciones,
muestreando adecuadamente el espacio de soluciones sin converger a una solucién tinica
0 a una seccion acotada del frente. La figura 4-7 presenta graficamente los propositos de
un MOEA, donde la regién celeste corresponde al espacio de busqueda de funciones
objetivo de un problema hipotético, mientras que la linea roja gruesa representa al frente
de Pareto. El mecanismo evolutivo de los AE permite alcanzar el primer proposito,
mientras que para preservar la diversidad los MOAE utilizan las técnicas de
mantenimiento de la diversidad como las técnicas de mnichos, sharing, crowding o
similares, utilizadas tradicionalmente por los AE en la optimizaciéon de funciones

multimodales.

%) A

Aproximarse al
frente de Pareto

Obtener diversidad a lo largo de
frente de Pareto

v

f1

Figura 4-7: Criterios de evaluacion de un Algoritmo Evolutivo para Optimizacion
Multiobjetivo.

4.3.2 Algoritmo NSGA-II

Uno de los aspectos que ha influido notablemente en el desarrollo de los algoritmos
genéticos es la aparicion de problemas multiobjetivo y su posible solucion mediante
modificaciones de los algoritmos genéticos clasicos. También se puede plantear que un
problema multiobjetivo es aquel en el que existen soluciones que no se pueden
considerar ni mejores ni peores que otras ya que dichas soluciones encuentran

compromisos distintos pero igualmente validos entre los objetivos a satisfacer.
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Formalmente, la solucion a un problema multiobjetivo no consiste en un tiico valor sino
N,y . . .
en un vector f:D — R dentro del espacio de soluciones D con N funciones a

optimizar.

Dentro de los algoritmos evolutivos multiobjetivo, en [118] se propuso el algoritmo
denominado Non-dominated Sorting Genetic Algorithm II (NSGAII), que es considerado
como uno de los mejores algoritmos de este tipo. Debido a esa circunstancia, este ha
sido el algoritmo tomado como base y a partir del cual se afiadirdn los distintos

elementos que componen el nuevo algoritmo propuesto para disefiar RBFNN.
Otros factores que han contribuido a tomar esta decision son:

1. Su politica de reemplazo de individuos considera el elitismo de un modo que
se puede adaptar facilmente a la hora de integrar individuos que migran

desde otras islas.
2. Sueficiciencia a la hora de generar la siguiente poblacion
3. Susencillez y claridad a nivel de disefio.

A continuacion se mostraran los aspectos esenciales del funcionamiento del algoritmo
NSGAII y luego se describiran los elementos que constituyen el algoritmo propuesto
para el diseno de RBFNN, que proponemos para resolver el problema que nos

planteamos en el ambito del proceso de produccién de niquel.

Este algoritmo es una versiéon adaptada a nuestros propdsitos del algoritmo Non-
dominated Sorting Genetic Algorithm (NSGA) propuesto en [25]. El aspecto que mejora la
segunda version del NSGA es el procedimiento mediante el cual se van obteniendo
poblaciones de soluciones no dominadas, haciéndolo mas eficiente. Para poder
comprender esto, es necesario interpretar adecuadamente los conceptos de dominancia y

frente de Pareto.

En los problemas de optimizacion multiobjetivo existen  soluciones
S D/f(tj) =(f1 (z‘j),f2 (tj)""fNub/ (tj)) que no pueden ser ordenadas utilizando las

relaciones cldsicas que se establecen en los problemas con un tinico objetivo f', donde se

tiene que:

- 166 -



f(tl)sf(tz) 0 f(tz)sf(t1) 4-2

Al ser cada solucion un vector, las anteriores comparaciones se establecen asi:

fi(t)=fi(1,) Vie 12,.N,,
(4)<f

(=4
s f(4)<f(t,) Vie 1,2,..N,, 43
<:>

(f(@)<fL)A(f ()= (1))

siendo imposible establecer un orden estricto entre las soluciones ya que, por ejemplo,
puede darse el caso de que fi(t2) < fi(t3) y f2(t2) < f2(t3). Debido a esto, se obtienen
conjuntos de soluciones parcialmente ordenados [74] donde ninguna solucion es mejor

que otra. Por tanto, podemos definir la relacion de dominancia entre soluciones como:

t,<t, (¢, dominaat,) e f(4)<f(1,)
ft,< t, (¢ dominadébilmentear,) < f(4)<f(,) 4-4
t,~t, (t, esindiferenteat,) s ()% f(L)A f(5)E f(1)

Utilizando esta relacién de dominancia se puede, dado un conjunto de soluciones,
obtener un subconjunto de éstas donde todas las soluciones no sean dominadas por
ninguna otra. Este subconjunto se denomina conjunto de Pareto y el conjunto de Pareto
optimo es el conjunto Pareto de todas las soluciones posibles del espacio solucidn, es
decir, el conjunto de soluciones que no pueden ser dominadas por ninguna otra [21];
[81]; [125].

Asi podemos afirmar que la solucion t; es Pareto dptima (pertenece al conjunto Pareto

Optimo) siy sélo si:

At; € D:t, <t 4.5

donde D es el conjunto de todas las soluciones posibles y A es el criterio que determina

si una solucién domina a otra.
El funcionamiento a grandes rasgos del NSGAII se describe a continucacion:

Dada la poblacién del algoritmo evolutivo, se generan los descendientes y se aplica una
estrategia de reemplazo basandose en la obtencion de conjuntos de Pareto no

dominados.
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Mads concretamente, tras generar el conjunto de descendientes se unen las poblaciones de
ancestros y descendientes. A partir de este conjunto de individuos, se van obteniendo
conjuntos de Pareto que pasaran a formar la poblacién para la siguiente generacion,
procediendo de este modo hasta que el tamafio de la poblacidn se haya completado. Este

proceso muestra graficamente en la figura 4-8.

Otra caracteristica de este algoritmo es la asignacion un un ranking para cada individuo
de modo que, de entre el dltimo conjunto de Pareto que completa la poblacion, solo se

seleccionan los que estan mas dispersos en la frontera del Pareto.

AuxPop (n-r)

Seleccion l

Pop (n)
G_\ T Reproduccién
Elite (r)

‘ Descendencia (s)

Reemplazo

A A

Figura 4-8: Esquema de ejecucion de un algoritmo elitista como el NGSA-1I

4.4 Algoritmo MOFA

En esta seccion se describe el Multiobjetive Algorithm for Funtion Approximation (MOFA)
utilizado para el disefio de las redes de funciones de base radial. Este algoritmo se basa
en el algoritmo genético con clasificacion no dominada en su segunda version (NSGA-II)
[76].

El algoritmo MOFA se ha aplicado aqui con dos objetivos. Concretamente se trata de
obtener la red con el menor error posible y con la menor cantidad de RBF. Cuanto mas
grandes llegan a ser las redes, mas costosa es su manipulacién dentro del algoritmo
genético, haciéndola funcionar muy lentamente y para este caso la red debe obtener
nuevas habilidades cada 4 horas, al considerar que es el minimo tiempo de muestreo de

las variables predictoras.

En la figura 4-9 se muestra el funcionamiento de dicho algoritmo.
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Inicializar (P(0))
generacion = 0
Evaluar (P(0))
mientras (no CriterioParada) hacer
R =Padres U Hijos
Frentes = Sorting No Dominado(R)
NuevaPop =
i=1
mientras |NuevaPop| + |Frentes(i)| o sizepop
Calcular Distancia de Crowding (Frentes(i))
NuevaPop = NuevaPop U Frentes(i)
i++
Sorting por Distancia (Frentes(i))
NuevaPop = NuevaPop U Frentes(i)[1:(sizepop - |NuevaPopl)
Hijos = Seleccion y Reproduccion(NuevaPop)
generacion ++
P(generacion) = NuevaPop
retornar Mejor Solucion Hallada

Figura 4-9: Pseudocdédigo del algoritmo MOFA

A continuacién describimos los elementos que garantizan el funcionamiento del

algoritmo MOFA.

4.4.1 Representacion de RBFNN en los individuos

Como ya fue expuesto en el capitulo 2, para disefiar una RBFNN es necesario especificar:

1. elntmero de RBFs

2. la posicién de los centros del RBFs
3. lalongitud de los radios
4

los pesos para la capa de la salida

Los individuos en la poblacion del algoritmo MOFA contendran los primeros tres
elementos en un vector de ntimeros reales. En vez de incluir los pesos, el error de la
aproximacion se almacena para ahorrar esfuerzo de cémputo en el momento en que

comparen a los individuos.

El error local se define como la suma de los errores entre la salida real y la salida
generada por la RBF pero, en vez de considerar todos los vectores de la entrada, solo
seran seleccionados los que activan cada RBF. Para conocer si un vector de entrada activa
una RBF, su funcion de activacién se calcula para cada vector de entrada y si es mayor

que un determinado umbral, entonces el vector de entrada activa la neurona.
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4.4.2 Poblacion Inicial

La poblacién inicial se genera utilizando diferentes algoritmos de clustering, para
obtener buenos individuos que permitan hallar de manera mas facil y rdpida buenas

soluciones. Estos algoritmos de clustering se describen a continucacion.

4.4.2.1 Algoritmo FCM, Fuzzy C-Media, [62]:

En general, las técnicas de agrupamiento difusa se basan en encontrar el minimo de una
funcién objetivo que determina los prototipos de los grupos buscados. La funcién

objetivo base de una gran familia de algoritmos de agrupamiento borroso es la siguiente:

T

T
Tn(U,C;X) =) ) ulllms — il 4-6

k=11i=1

Donde X es el vector de entrada y C el vector de los centros.

Este algoritmo realiza una particion borrosa de los datos de entrada donde el mismo
vector de entrada puede pertenecer a varios clusters, y al mismo tiempo con un grado de

calidad de miembro.

inicializar U=[uij] matriz, UO

~ J
\ 4

( ~\

calcular los vectores de centros C(k)=[cj] with U®

~ J
\ 4

( N\

actualizar Uk, Uk+D)
~ J
NO
SI

o)

Figura 4-10. Diagrama del Algoritmo Fuzzy C-Media
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4.4.2.2 Algoritmo IPCFA, Cluster Probabilistico Mejorado para Aproximacion

Funcional, [62]:

Este algoritmo corresponde a una modificacion del algoritmo PCM propuesta en [140]
donde se emplea una combinacidén de una particion posibilistica y una difusa, con lo
cual se pueden obtener diferentes clusters. Para llevar a cabo su proposito, los autores
reemplazan el criterio de similitud en la funciéon de distorsion del FCM (la distancia

Euclidea) por la funcién de distorsion definida en el PCM.

El algoritmo IPCM, al igual que el FPCM, presentan un enfoque hibrido entre una
particion difusa y una posibilistica. Cuando este algoritmo se ejecuta, reparte los centros
de manera uniforme por el espacio de entrada poniéndose de manifiesto que no padece
los problemas que presenta el PCM. Al provenir directamente del enfoque posibilistico,
es necesario dar valor a los mismos parametros que requeria el PCM ademads de al

exponente para la funcion de pertenencia que requiere el enfoque difuso.

La figura 4-11 indica los principales pasos de este algoritmo.

( A
encontrar un valor inicial para Uy V, aplicando un FCM (1)
A J
\ 4
( )
calcular n;, 1, ..., n.basado en U y V determinadas en 1
(& J/
( )
calcular U%, UPyV (3) -
A J

!

¢(se cumple criterio de parada?

[ calcular n,, 1,, ..., n.basado en Uy V determinadas en 3 ]

NO

;mejoran iterativamente U®, Uy V?

Entradas: X, Cm, m
Salidas: ue, un, v
FIN

Figura 4-11. Diagrama del Algoritmo IPCFA
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La adaptacién del algoritmo ICFA a este tipo de enfoque mixto tiene un comportamiento
bastante bueno, situando los centros donde la funcion es mas variable pero manteniendo

un compromiso entre las distancias que separan a los centros.

4.4.2.3 Algoritmo PCI, Inicializador Probabilistico de Centros, [62]:

Este algoritmo utiliza una particion posibilistica y una particiéon borrosa, combinando

ambas como en [140].

Esta funcidn se obtiene substituyendo la distancia medida por el algoritmo FCM por la
funcién objetivo del algoritmo PCM, con lo cual se logra un acercamiento mixto. EIl
parametro escala determina la relacién entre el primer término de la funcién objetivo con
relacion al primero. Este segundo término implica que la calidad de miembro sea tan
grande como sea posible, eligiendo este valor para mantener un equilibrio entre las

calidades de miembro borrosas y posibilisticas.

inicializar los centros C, usando FCM

A 4

inicializar salida de los centros O,

(. l J

4 A
calcular pesos y la distancia entre C;y X <

(. J

!

[ calcular la nueva matriz de calidad de miembros U,

}

[ calcular los nuevos centros y sus salidas U,y C;

NO

. es (abs (C.; - C;)) menor que el umbral?

e )

Figura 4-12. Diagrama del Algoritmo PCI
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4.4.2.4 Algoritmo ICFA, Cluster Mejorado para Aproximacién Funcional, [58]:

En el algoritmo ICFA, se define una particion borrosa que es substituida por las que son
usadas en [71] y [98] respectivamente. Este algoritmo [61] utiliza clustering supervisado
para identificar las dreas donde la funciéon es mas variable. Para ello, se define el
concepto de salida estimada de un centro para asignar un valor para el centro en el eje de
salida. Existen también individuos incluidos aleatoriamente para no perder diversidad

en la poblacion.

Desde el punto de vista de una RBFNN, el hecho de que un vector de entrada active una
Unica neurona no es del todo adecuado puesto que éste esta conectado con todas las RBF
de la red. Es mads, si un vector de entrada no pudiera activar varias neuronas
simultdneamente se perderia la capacidad de generalizacién e interpolaciéon de la red.
Por tanto, parece mas adecuado emplear una particion difusa durante la inicializacion de
los centros de la red para poder ubicarlos teniendo en cuenta que un vector de entrada
puede influir en la posicién de varios centros. En [58], [59], [60] se realizd un estudio
previo de lo beneficioso que puede ser el uso de clustering difuso en problemas de

aproximacién funcional.

En el algoritmo ICFA, el punto de partida no consiste en una inicializacion aleatoria de
los centros o de la matriz con los valores de pertenencia, sino que se fija un valor
concreto para las posiciones de los centros. Estos se distribuyen uniformemente por todo
el espacio de entrada y todas sus salidas estimadas son inicializadas a 1. Dado que se
realiza un descenso en gradiente, se alcanza un minimo local y, aunque la migracién
ayude a mejorar la convergencia a un minimo local mejor, no lo garantiza. La
consecuencia es una falta de robustez del algoritmo, tal y como ocurre con otros

algoritmos.

Por tanto se ha decidido dar una inicializacion fija de modo que para la misma entrada,
el algoritmo devuelve la misma salida siempre. La posicion inicial de los centros permite
que un vector de entrada, no importa donde se encuentre, tendrd un centro cercano

desde el punto de partida del algoritmo.

La razon de fijar las salidas estimadas al mismo valor tiene como motivo ser equitativo a
la hora de calcular por primera vez las distancias entre los centros y los vectores de

entrada.
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inicializar centros y salidas esperadas

A\ 4

calcular matriz se pertenencia difusa U

\ 4

calcular los centros usando matriz/es de pertenencia

\ 4

actualizar salidas esperadas

A\ 4

realizar migracion

SI

shan cambiado los centros significativamente?

o)

Figura 4-13. Diagrama del Algoritmo ICFA

Después de esta inicializacion, muy pocas iteraciones de un algoritmo local de busqueda

(Levenberg-Marquardt) [23] se ejecutan y los resultados se concatenan a la poblacion.

Esto se hace con la finalidad de mejorar la calidad de los resultados, puesto que la
poblacidn se hace mas diversa, y que los algoritmos de clustering son absolutamente

robustos, se podrian generar individuos bastantes similares.

El tamafio de la red RBF que pertenece a la primera generacion debe ser pequefio por dos

razones:

Hacer la inicializacién tan rapida como sea posible
2. Permitir que el algoritmo genético determine los tamafios del RBFNNs desde el
punto de vista incremental, ahorrando el esfuerzo de computo que supondria

ocuparse de redes grandes de las primeras.

Los operadores de cruce tendran la ocasion de incrementar el niumero de RBF y junto con

los operadores de mutacion permitiran eliminar las RBFs inttiles.
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4.4.3 Operadores de Cruce

El operador original de cruce sobre un cromosoma codificado en binario o con nameros
reales no puede aplicarse con los individuos de este algoritmo porque cada uno los

grupos de genes tienen significados diferentes.

Dos operadores de cruce se han disefiado para estos individuos, y se ha determinado
experimentalmente que el uso de ambos operadores con la misma probabilidad,

proporciona mejores resultados que aplicando solamente uno de ellos.

4.4.3.1 Operador de Cruce 1: Intercambio de Neuronas

Este operador de cruce, es conceptualmente mas similar al cruce original. Puesto que los
individuos representan una red RBF con varias neuronas, el cruce de dos individuos sera
el resultado de intercambiar una neurona. Este intercambio se representa en la figura
4-14.

Las ventajas de este operador de cruce son que explota el material genético de cada
individuo sin modificar la estructura de la red por un lado y su simplicidad y eficiencia

por el otro.

-o

Figura 4-14. Operadores de Cruce 1

4.4.3.2 Operador de Cruce 2: Adicion de la neurona con el error mas pequeio

Este operador consiste en afadir la neurona con el error local mas pequefio de las que

pertenecen al otro individuo. Se representa en la figura 4-15.

Si la neurona con el error local mas pequefio es muy similar a otra en la otra red, se elige

la neurona con el segundo error mas pequenio.
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Este operador proporciona la oportunidad de aumentar el nimero de redes RBFs en un

individuo, permitiendo que el algoritmo explore mas topologias.

Un paso adicional se muestra en la figura 4-15. Este paso de refinamiento consiste en la
eliminacion de la red de las RBF que no tienen influencia en la salida de la red. Para
hacer esto se calculan todos los pesos que conectan las unidades de proceso con la capa

de la salida y las neuronas que no tienen un peso significativo se eliminan.

e &=

Figura 4-15: Operadores de Cruce 2

4.4.4 Operadores de Mutacion

Los operadores de mutacidon propuestos para este algoritmo se pueden clasificar en dos

categorias:

1. Mutaciones sin conocimiento incorporado

2. Mutaciones que incorporan el conocimiento experto

El primer caso se refiere a aquellas mutaciones que se realizan de manera aleatoria. Esos

cambios pueden afectar la estructura y los parametros de la red RBF.

El objetivo de estos operadores es incorprar efectos aleatorios en el proceso de busqueda

para evitar la convergencia a minimos locales.

Los operadores de mutacién que incorporan conocimiento experto, son mutaciones que
afectan también la estructura y los parametros de la red RBF, pero aprovechan cierta

informacion para que los cambios no sean totalmente al azar.
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Mientras esto ocurre con los operadores de cruce, si dividimos estos subconjuntos de
operadores de mutacion y se realizan diferentes ejecuciones, los resultados obtenidos
seran peores que si se ejecuta el algoritmo utilizando ambas clase de operadores de

mutacion.

A continucacion se describen mas detenidamente los diferentes tipos de mutaciones.
4.4.4.1 Mutaciones sin ningtn conocimiento:

Existen cuatro operadores que son totalmente aleatorios:

1. Eliminacién de una red RBF en una posicion elegida al azar sobre el espacio de
los vectores de la entrada que fija su radio también con un valor al azar. Todos
los valores elegidos al azar estan en el intervalo [ 0 a 1 ], pues los vectores de
entrada y sus salidas se normalizan.

2. El segundo operador es el contrario el anterior, suprimiendo una red RBF
existente. Esta mutacion es forzada y no se aplica cuando el individuo tiene
menos de dos neuronas

3. Agregar a todas las coordenadas de un centro una distancia elegida al azar, en el
intervalo[-05a0.5].

4. Este operador tiene exactamente el mismo comportamiento que el anterior pero

cambia el valor del radio de la red RFB seleccionada.

Los dos primeros operadores modifican la estructura de la red mientras que el tercero y
el cuarto modifican los parametros de la red. Los operadores terceros y cuarto se refieren

a los algoritmos genéticos como se presenta en [37]
4.4.4.2 Mutaciones con el conocimiento experto

Estos operadores de mutacion utilizan la informacion proporcionada por la salida de la
funcion que se aproxima. Igual que los operadores anteriores, éstos afectan la estructura
de la red, agregando y quitando redes RBF, y también modificaran el valor de los

parametros de las redes RBF.
Los operadores son:

1. Insertar una red RBF en la posicion del vector de entrada con el error mas alto.

Para seleccionar esta posicion, se calcula la salida de la red de RBF y se compara
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con la salida de la funcién destino. El centro se sittia en la posicion del punto
donde existe la mayor diferencia entre la salida verdadera y la salida generada

2. Quitar una RBF de la red de RBF. La RBF que se quita es la que tiene menor error
local. Esto podria parecer ildgico al principio, pero permite mantener una mayor
diversidad de la poblacién, puesto que uno de los operadores de cruce agrega la
neurona del individuo con menor error local. Asi al combinar estos elementos,
los genes permaneceran en la poblacidon para evitar elementos redundantes y
permitir la busqueda en nuevas areas del espacio de entrada

3. Aplicar un algoritmo de btisqueda local, por ejemplo el (Levenberg-Mardquardt)
para refinar las posiciones de los centros y de sus radios, pero teniendo cuidado
de que con estos movimientos el error disminuye. Este operador debe utilizarse
cuidadosamente durante pocas iteraciones. De lo contrario la poblacion

convergera demasiado rapido a minimos locales.

4.5 Conclusiones:

En este capitulo se ha descrito el procedimiento que presentamos para ser empleado en
la caracterizacion del comportamiento de algunos procesos que se presentan en la

reduccion de mineral de la tecnologia CARON.

Uno de los modulos que construyen el procedimiento se encarga de predecir lo que
puede ocurrir a corto plazo utilizando para ello datos previamente extraidos del proceso
industrial. El modelo consiste en una red neuronal de RBF. Mediante un andlisis y
selecciéon previa de las variables predictoras pueden aportar mejoras en el rendimiento
del disefio de la propia estructura de la red. Asi mismo se utiliza un algoritmo genético

multiobjetivo que entrena a la red dentro del marco de tiempo requerido por el sistema.

Tras describir el proceso CARON en el capitulo 3, y el procedimiento que utilizamos
para modelar y caracterizar el mismo en este capitulo 4, dedicaremos el préximo capitulo
a mostrar los resultados experimentales obtenidos y extraer las correspondientes

conclusiones.
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Capitulo 5

Experimentos y resultados

En este capitulo se presentan los distintos experimentos realizados con el conjunto de
datos seleccionados en 4.1 utilizando el algoritmo MOFA descrito en el capitulo anterior.
Estos resultados ponen de manifiesto la posibilidad de mejorar el rendimiento del
proceso industrial que consideramos, a partir de un modelo del mismo en base a redes
RBF.

En una primera parte se describe la forma en qué se han elegido los parametros del
algoritmo genético que intervienen en su ejecucion. Seguidamente se muestran los
resultados obtenidos a partir de los diferentes experimentos. Finalmente se describe de
manera muy sencilla el sistema que permitira llevara a la practica el procedimiento

disefiado para tales objetivos.

5.1 Seleccion de parametros para los experimentos:

De acuerdo a lo planteado en el capitulo 2, las Redes RBF se han formado teniendo en
cuenta la formulacion general del proceso de Reduccién de Mineral de Punta Gorda, que

se describe a través de la expresion 3.7 del capitulo 3.

Las expresiones 3.4 a la 3.7 muestran las variables mas importantes en la operaciéon de
dicho proceso, y de las cuales también se cuenta con datos historicos. Dichos datos se

resumen cada 4 horas en las condiciones actuales.

El ajuste que se necesitaria obtener para brindar la prediccion del valor siguiente
debe estar por debajo de este tiempo; 4 horas es un valor aceptable, teniendo en cuenta
que hay que cumplir con dos requisitos: tiempo de ejecucion del algoritmo y tiempo de

muestreo de las calidades del mineral de entrada al proceso.
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Para la realizacion de los diferentes experimentos, los parametros tamafio de poblacion
(P), probabilidad de mutaciéon (Pm) y de cruce (Pc), necesitan ser configurados

adecuadamente con el fin de lograr una optimizacion del algoritmo genético.

El problema de la asignacion optima de valores a los parametros de un AE ha sido
estudiado arduamente a lo largo de los afios [50], incluso se han hecho clasificaciones de
los AEs tomando como punto de referencia la forma en que se manejan los valores de los

parametros dentro de estos.

A continuacion describimos la forma en que se han seleccionado los valores de los
parametros para la aplicacion que estamos considerando. Cada experimento se ha
denominado con una combinaciéon de numero y letra para su diferenciacion, por

ejemplo, el 1A corresponde al primer resultado del experimento 1.

5.1.1 Tamano de la Poblacion

El tamafio de la poblacién es un pardmetro que influye determinantemente en los
resultados obtenidos por un algoritmo evolutivo [70]. Un tamafo pequefio produce que
la ejecucion del algoritmo sea rapida, ya que se tendran que procesar pocos individuos
en cada generacion, pero suele implicar una rdpida pérdida de la diversidad de la
poblacidén, o al menos supone una limitacién en la misma. Por el contrario, un tamafio
elevado hace la ejecucion del algoritmo muy lenta, aunque ayuda a mantener una

poblacién diversa.

Para determinar el tamafio de la poblacion, en [56] se lleva a cabo un estudio empirico

siguiendo las sugerencias de [28] y [105].

Como se muestra en la tabla 5.1, el error de aproximacion de las soluciones se comienza

afectar cuando aumenta el tamafio de la poblacion a partir de un numero determinado.

Estos resultados sugieren la elecciéon de un tamano de poblaciéon medio (70 a 120), de
forma que el algoritmo sea lo mas rapido posible, pero sin sacrificar a cambio la calidad

de la solucion final obtenida.

En la tabla 5-1 se tienen los resultados obtenidos. El mejor resultado corresponde a la

ejecucion 1A.
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Parametros Ejecucién 1A Ejecucién 1B Ejecucién 1C
Prob.Cruce 0,800 0,800 0,800
Prob.Mutacion 0,150 0,150 0,150
Tamaiio Pobl. 50 100 150
No. Generaciones 50 50 50
No. RBF 6 6 6
Vector Entrada 2400 2400 2400
Dimension 8 8 8
Vector Entrenamiento 1902 1902 1902
Vector Test 498 498 498
NRMSE Error test 0,919 0,924 0,936
NRMSE Error train 0,879 0,918 0,918
Tiemp. Ejecuc. seg 591,710 1156,000 1547,000
Tiemp. Ejecuc. min 9,862 19,267 25,783

Tabla 5-1: Influencia del pardmetro tamario de la poblacion

5.1.2 Probabilidad de cruce y de mutacion

Para que la poblacion evolucione, es necesario generar nuevos individuos con el fin de
que algunos de estos sean mejores que los que constituyen la poblacion actual. Los
individuos se crean a partir de transformaciones que involucran a uno o mas individuos
ya existentes en la poblacion de partida, a los que se les llama padres. El escoger a los
mejores individuos como padres, es de esperar que aumente la posibilidad de generar
buenos individuos. La mutaciéon s6lo necesita un padre para generar un nuevo
individuo, cambiando una parte del genotipo del padre. El cruce necesita de dos o mas
padres para generar un individuo. Para ello se combinan partes de su genotipo. En las

tablas 5-2 y 5-3 se muestran los resultados obtenidos. El mejor resultado corresponde a la

ejecucion 2D.

Parametros Ejecucién 2A Ejecucién 2B Ejecucién 2C
Prob.Cruce 0,800 0,800 0,800
Prob.Mutacion 0,150 0,150 0,150
Tamario Pobl. 50 100 150
No. Generaciones 50 50 50
No. RBF 6 6 6
Vector Entrada 2400 2400 2400
Dimensiéon 8 8 8
Vector Entrenamiento 1902 1902 1902
Vector Test 498 498 498
NRMSE Error test 0,919 0,924 0,936
NRMSE Error train 0,879 0,918 0,918
Tiemp. Ejecuc. seg 591,710 1156,000 1547,000
Tiemp. Ejecuc. min 9,862 19,267 25,783

Tabla 5-2: Comportamiento de los Pardmetros probabilidad de cruce y mutacion, 1
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Pardmetros Ejecuciéon 2D Ejecuciéon 2E Ejecucién 2F
Prob.Cruce 0,800 0,800 0,800
Prob.Mutacion 0,035 0,035 0,035
Tamario Pobl. 50 100 150
No. Generaciones 50 50 50
No. RBF 6 6 6
Vector Entrada 2400 2400 2400
Dimensién 8 8 8
Vector Entrenamiento 1902 1902 1902
Vector Test 498 498 498
NRMSE Error test 0,896 0,909 0,924
NRMSE Error train 0,876 0,890 0,918
Tiemp. Ejecuc. seg 475,56 1047,01 1426,8
Tiemp. Ejecuc. min 7,92 17,45 23,78

Tabla 5-3: Comportamiento de los Pardmetros probabilidad de cruce y mutacion, 2

5.1.3 Tamaiio de las RBF

Aunque existen propuestas en las que la poblacién que se maneja esta constituida por un
conjunto de RBF [117], en la mayoria de las propuestas evolutivas de disefio de redes
RBF, un individuo representa una RBF completa [86]. De esa manera los operadores

evolutivos acttian sobre los individuos afiadiendo RBF, eliminandolas y modificandolas.

El disefio de reglas para este fin, tiene en cuenta el hecho de que una RBF es peor si su
contibucion (ai) es baja, su error es alto (ei) es alto y su solapamiento (0:) también es alto.
Por el contrario, una red de RBF es mejor cuando su contibucién es alta y su error y

solapamiento son bajos [86].

Asi se tiene que la probabilidad de eliminar una RBF se incrementa cuando ésta tiene un
mal comportamiento; la probabilidad de mutar va aumentando a medida que el
comportamiento es mejor. Sin embargo, y segun el trabajo de [109], la computacién
evolutiva tradicional presenta ciertos problemas relacionados con la evaluacion de
subcomponentes independientes. La coevolucion cooperativa logra un entorno de
disefio en el que los individuos de la poblacién no sélo compiten por sobrevivir, sino que

deben cooperar para lograr una solucion.

En la tabla 5-4 se tienen los resultados obtenidos. El mejor resultado corresponde a la

ejecucion 3B.
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Parametros Ejecucion 3A Ejecucion 3B Ejecucion 3C Ejecuciéon 3D
Prob.Cruce 0,800 0,800 0,800 0,800
Prob.Mutacién 0,035 0,035 0,035 0,035
Tamarno Pobl. 50 50 50 50
No. Generaciones 80 80 80 80
No. RBF 4 6 8 10
Vector Entrada 2400 2400 2400 2400
Dimensién 8 8 8 8
Vector Entrenamiento 1902 1902 1902 1902
Vector Test 498 498 498 498
NRMSE Error test 0,92528 0,92091 0,9433 0,93296
NRMSE Error train 0,92653 0,86627 0,8958 0,92004
Tiemp. Ejecuc. seg 562.77 793,19 2470,00 3091,6
Tiemp. Ejecuc. min 9,37 13,21 41,16 51,51

Tabla 5-4: Parametro tamaiio de las RBF

5.2 Experimentos realizados:

A continuacion se describen los experimentos que se han realizado con los mejores
valores obtenidos para los pardmetros tamano de la poblacion, probabilidades de cruce y

mutacion y numero de RBF, tal y como se ha se ilustrado en la seccion anterior.

En todos experimentos se utilizaron los siguientes parametros:

Prob. de Cruce Prob. de Mutacion Poblaciéon Generaciones

0.8 0.035 30-120 50-220

Tabla 5-5: Pardmetros utilizados en el Algoritmo Genético

Los experimentos realizados se han agrupado como se indica a continuacion.

En un primer grupo (Grupo 1) se consideran la totalidad de las variables como se
muestra en la tabla 5-6. El segundo grupo (Grupo 2) incluye los experimentos con un
espacio de 8 variables como lo muestra la tabla 5-7. Finalmente el grupo tercero

(Grupo 3) considera una dimensién de 7 variables, tabla 5-8.
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1 2 3 4 5 6 7
Ni Co Fe Si Mg CO/CO: Ton
8 9 10 11 12 13 14
A_Petr THO TH?2 TH4 TH6 TH7 TH9
15 16 17 18 19 20 21
TH11 TH13 TH14 TC6N TC6S TCS8N TC8S
22 23 24 25 26 27
TC10N TC10S TC12N TC12S TC15N TC15S
Tabla 5-6: Variables utilizadas, dimension 27
1 2 3 4 5 6 7
Ni Co Fe Si Mg CO/CO: Ton
8 9 10 11 12 13 14
A_Petr - - - - - -
15 16 17 18 19 20 21
22 23 24 25 26 27
Tabla 5-7: Variables utilizadas, dimension 8
1 2 3 4 5 6 7
Ni Co Fe Si Mg CO/CO: A_Petr
8 9 10 11 12 13 14
15 16 17 18 19 20 21
22 23 24 25 26 27

real y el estimado.

llegar a conclusiones.

Tabla 5-8: Variables utilizadas, dimension 7
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En el analisis de los resultados que se realizaran en la proxima seccion, se muestran en forma

de tablas los valores de los diferentes parametros que hemos considerado importante para

Por otra parte, la representacion grafica tendra el mismo formato e interpretacion para todos
los experimentos considerados mejores. Lla misma hace referencia a la tendencia de la
variable I Pe#r. a lo largo de los diferentes puntos de muestreo (eje X), tanto para los valores
reales (color azul) como para los valores aproximados (color magenta). De la misma manera

se muestran los valores del error (color amarillo) que representa la diferencia entre el valor




5.2.1 Resultados para la dimension de 27 variables:

El conjunto de ejecuciones denominado 4-A4,B,C,D correspondiente a la tabla 5-9 muestra
los resultados obtenidos con un vector de entrada de 27 variables. El mejor resultado se ha
obtenido en el experimento 4C. En la medida que crecen el tamano de la poblacion y las
generaciones, se emplea mas tiempo en obtener un resultado, sin embargo el error comienza

a incrementarse a partit del momento en que se utiliza una poblaciéon de mas de 90

individuos.

Parametros Ejecucion 4A Ejecucion 4B Ejecucion 4C Ejecucion 4D
Prob.Cruce 0,800 0,800 0,800 0,800
Prob.Mutacién 0,035 0,035 0,035 0,035
Tamarno Pobl. 30 70 90 120
No. Generaciones 50 90 120 220
No. RBF 6 6 6 6
Vector Entrada 2416 2416 2416 2416
Dimension 27 27 27 27
Vector Entrenamiento 1930 1930 1930 1930
Vector Test 486 486 486 486
NRMSE Error test 0,938 0,927 0,899 0,927
NRMSE Error train 0,972 0,950 0,930 0,963
Tiemp. Ejecuc. seg 450,99 1287,20 2420,60 4254,70
Tiemp. Ejecuc. min 7,52 21,45 40,34 70,91

Tabla 5-9: Resultados utilizando 27 variables

La figura 5-1 muestra el comportamiento de los datos de salida una vez obtenida la
aproximacion funcional para la dimension de 27 variables. El mayor error esta asociado a los

valores maximos y mininos del conjunto de datos de la variable de salida (63,51 y 39,81).

valores

0,00 T T A TR 0 60 1 AT 7, 7 T, T T, RO Y, T IO T .5 P T TR0 9 . 01T 7

10,00 L 25 49 73 97 121 145 169 193 217 241 265 289 313 337 361 385 409 433 457 48|

muestreo

Figura 5-1: Aproximacion con 27 variables:
valor real (azul), valor estimado (magenta), diferencia (amarillo)
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5.2.2 Resultados para la dimension de 8 variables:

El conjunto de ejecuciones denominado 5-4,B,C,D correspondiente a la tabla 5-10 muestra
los resultados obtenidos con un vector de entrada de 8 variables. El mejor resultado se ha
obtenido en el experimento 5B. Con relacién a los experimentos anteriores, se tiene una
disminucién del tiempo de ejecucion del algoritmo, asimismo el error también comienza a

incrementarse pero a partir del momento en que se utiliza una poblaciéon de mas de 70

individuos.

Pardmetros Ejecucion 5A Ejecucion 5B Ejecucion 5C Ejecuciéon 5D
Prob.Cruce 0,800 0,800 0,800 0,800
Prob.Mutacién 0,035 0,035 0,035 0,035
Tamarno Pobl. 30 70 90 120
No. Generaciones 50 90 120 220
No. RBF 6 6 6 6
Vector Entrada 2416 2416 2416 2416
Dimension 8 8 8 8
Vector Entrenamiento 1930 1930 1930 1930
Vector Test 486 486 486 486
NRMSE Error test 0,923 0,911 0,919 0,932
NRMSE Error train 0,937 0,908 0,932 0,958
Tiemp. Ejecuc. seg 255,71 817,87 2024,50 2160,40
Tiemp. Ejecuc. min 4,26 23,63 33,74 46,01

Tabla 5-10: Resultados utilizando 8 variables

La figura 5-2 muestra el comportamiento muy similar al analisis con 27 variables. En este
caso el mayor error también esta asociado a los valores maximos y mininos del conjunto de

datos de la variable de salida (63,51 y 39,81).

70,00

valores

T T, YT T OV 10 T i I AT TR LT

-10.00 # 26 51 76 101126 151 176 201 226 251 276 301 326 351 376 401 426 451 476 50]1

muestreo

Figura 5-2: Aproximacién con 8 variables:
valor real (azul), valor estimado (magenta), diferencia (amarillo)
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5.2.3 Resultados para la dimension de 7 variables:

El conjunto de ejecuciones denominado 6-4,B,C,D correspondiente a la tabla 5-11 muestra
los resultados obtenidos con la totalidad de las variables. El mejor resultado se ha obtenido
en el experimento 6. En este caso se aprecia otra disminucion del tiempo de ejecucion del
algoritmo, se aprecia por su parte que el menor error se obtiene a cuando se utiliza una

poblacién de mas de 120 individuos.

Parametros Ejecucion 6A Ejecucion 6B Ejecucion 6C Ejecucion 6D
Prob.Cruce 0,800 0,800 0,800 0,800
Prob.Mutacién 0,035 0,035 0,035 0,035
Tamarno Pobl. 30 70 90 120
No. Generaciones 50 90 120 220
No. RBF 6 6 6 6
Vector Entrada 2416 2416 2416 2416
Dimension 7 7 7 7
Vector Entrenamiento 1930 1930 1930 1930
Vector Test 486 486 486 486
NRMSE Error test 0,932 0,901 0,906 0,882
NRMSE Error train 0,945 0,936 0,948 0,923
Tiemp. Ejecuc. seg 208,57 944,67 1018,80 2626,20
Tiemp. Ejecuc. min 3,48 15,74 16,98 43,77

Tabla 5-11: Resultados utilizando 7 variables

Para este caso, la figura 5-3 muestra el mismo comportamiento al analisis realizado con 27 y 8
variables, el mayor error también estd asociado a los valores maximos y mininos del conjunto

de datos de la variable de salida (63,51 y 39,81).

80,00
70,00
60,00 Pl 1
50,00 ‘W. y y oy ) v

40,00
30,00
20,00
10,00

valores

0,00 L Ty T 0 T T T  TTTT A TR 4 T "ol T T T T T T TR A AT T, T 740 717

-10.00 125 49 73 97 121 145 169 193 217 241 265 289 313 337 361 385 409 433 457 481
,

-20,00

muestreo

Figura 5-3: Aproximacién con 8 variables:
valor real (azul), valor estimado (magenta), diferencia (amarillo)
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De acuerdo a los resultados mostrados en el conjunto de tablas y graficos anteriores, se
puede afirmar que los mejores resultados se han obtenido con el espacio de entrada que
corresponde a una seleccién de variables de dimension siete (7). Con ello conseguimos

validar el proceso de seleccion de variables utilizado.

Para mejorar el error obtenido al aproximar la variable I_Petro, se puede realizar una
selecciéon de todos aquellos datos que presenten una desviacion estdndar menor que 1. Estos
datos coinciden con los valores extremos a que hemos hecho referencia anteriormente.
De esta forma, es posible garantizar que mas del 90% de los valores aproximados se

encuentren, a su vez, dentro de un margen de error del 2.1%.

La operacion actual de la industria tiene establecido un entorno de error entre 2,5% y
3.0% debido en lo fundamental a los errores de los instrumentos de medicion que utiliza,

por lo tanto ese nuevo error obtenido en la ejecucion 7B puede ser aceptado.

La tabla 5-12 y la figura 5-4 muestran la nueva aproximacion realizada.

Pardmetros Ejecucion 7A Ejecuciéon 7B Ejecucién 7C Ejecucién 7D
Prob.Cruce 0,800 0,800 0,800 0,800
Prob.Mutacién 0,035 0,035 0,035 0,035
Tamano Pobl. 30 70 90 120
No. Generaciones 50 90 120 220
No. RBF 6 6 6 6
Vector Entrada 2120 2120 2120 2120
Dimension 7 7 7 7
Vector Entrenamiento 1679 1679 1679 1679
Vector Test 441 441 441 441
NRMSE Error test 0,904 0,870 0,906 0,920
NRMSE Error train 0,955 0,916 0,948 0,959
Tiemp. Ejecuc. seg 475,21 627,21 1018,80 1654,80
Tiemp. Ejecuc. min 7,92 10,45 16,98 27,58

Tabla 5-12: Resultados utilizando 7 variables con desviacion std<1
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Figura 5-4: Aproximacién con 7 variables:
valor real (azul), valor estimado (magenta), diferencia (amarillo)

5.2 Propuesta de aplicacion practica

Conjuntamente con el desarrollo de la investigacion realizada, se fue planteando y
organizando una estrategia de implementacion practica de los resultados que se debian
obtener. La figura 5-5 muestra la manera en que se ha concebido integrar a la gestion

empresarial las nuevas aplicaciones que se han definido como  Aplicaciones

Softcomputing.
Citect
SCADA-Repoits Citect Citect Citect
Cliente-1 Cliente-2 Cliente-3
. P
Citect }.:
SCADA1 |+
V Q
_ AN
Citect <
SCADA2 |
S
~ Aplicaciones
Soft-Computing
Citet |+ § 3
SCADA-3 BaseDatos  Sistemade Aplicaciones
Aplicaciones Correo WEB
Corporativas Corporativo  Corporativas

Figura 5-5 Plataforma para aplicaciones Softcomputing

Por lo general, este tipo de aplicaciones se desarrollan sobre una de las tecnologias mas
importantes y con mads perspectivas de desarrollo en el dambito del supercomputo: el

cluster de computadoras.
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El surgimientos de plataformas computacionales de comunicacién y procesamiento
estindares de bajo costo, ha brindado la oportunidad de crear herramientas
computacionales del dominio publico o de costo razonable. Estas realidades permiten la
implantacion de cédigos paralelizados sobre este tipo de plataformas obteniendo un
rendimiento competitivo en relacion a equipos paralelos especializados cuyos costos de

operacion y mantenimiento son elevados.

Hoy dia los supercomputadores son equipos excesivamente costosos que estan fuera del
alcance de empresas o instituciones pequefias. Un cluster, formado por una combinacién
de equipos microcomputadores, ofrece un rendimiento muy cercano a un

supercomputador en cuanto a poder de computo.

Actualmente, los clusters estan presentes en varias areas de la ciencia y ya se proyectan
en la iniciativa empresarial. Su demanda estd asociada basicamente a programas o
aplicaciones que requieren enormes recursos computacionales (altas velocidades de
procesamiento, gran capacidad de memoria RAM vy disco duro, rapidez en la

transmision de informacion, etc).

Debido a la gran popularidad alcanzada en los ultimos afios, se han convertido en
excelentes herramientas de apoyo para actividades que requieren computo paralelo de

alto rendimiento.

5.3 Conclusiones

El algoritmo utilizado aproxima con cierta rapidez y adecuada exactitud el indice de
consumo de petroleo en cdmaras, que constituia el objetivo fundamental de nuestro trabajo.
Con nuestro procedimiento se puede tener una referencia importante en el momento de
predecir la cantidad que sera utilizada en el proceso de reduccion de mineral a partir de

los datos empiricos obtenidos previamente.

De esta forma se pone de manifiesto que el algoritmo desarrollado puede aplicarse
practicamente sin cambios a la solucién del problema que nos hemos planteado y donde
la seleccion, agrupamiento y limpieza de los datos utilizados ha sido decisiva a la hora

de llegar a esos resultados.

El mejor resultado se ha obtenido luego de haber aplicado un procedimiento de seleccién
de variables, en el experimento 7B. Luego de una valoraciéon de compromiso entre los
valores de aproximacion obtenidos y el tiempo de ejecucion empleado por el algoritmo,

se puede considerar adecuado el resultado que se muestra en el apéndice E.
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Capitulo 6

Conclusiones y principales aportaciones

Durante la realizacion de esta investigacion, hemos podido inciar un trabajo muy

importante para la Empresa Ernesto Che Guevara, Planta de Niquel de Punta Gorda en

el ambito de la aplicacion de técnicas de aproximacion funcional basadas en

softcomputing, con vistas a mejorar su rendimiento.

Para la industria, ha supuesto una gran oportunidad el hecho de poder iniciar la

aplicacion de extraccion de conocimientos a los datos que los sistemas instalados

proporcionan diariamente. A continuacion se emuneran las aportaciones principales del

trabajo de investigacion realizado.

1.

El capitulo 2 ha presentado las ideas mas significativas de lo que se que conoce
por Softcomputing, asi como una simple resenia de una posible taxonomia. Se
describieron los paradigmas que histéricamente han definido el trabajo dentro
del campo de la computacién evolutiva y la resolucion de problemas de
optimizacién, mediante técnicas evolutivas. También se hizo referencia a las
caracteristicas mas importantes de las redes de Funciones de Base radial (RBF),
entre las que se destacan su capacidad implicita en la aproximacién funcional. Se
ha hecho una revisién bibliografica de los algoritmos que se emplean en el disefio
de estas redes, entre los que se sobresalen los métodos de clustering, los
incrementales o los evolutivos. Algunos de estos métodos se utilizan en mayor o
menor medida en el algoritmo de disefio de redes de Funciones de Base Radial
que se ha utilizado en esta memoria para solucionar el problema que nos hemos
planteado.
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En el capitulo 3 se ha expuesto un resumen de las caracteristicas mas importantes
del proceso de reducciéon de mineral de Punta Gorda. Tras una detallada
descripcion de las etapas del proceso y de los factores que afectan el rendimiento
del mismo, se ha formulado el problema a abordar con el objetivo de mejorar los
niveles de consumo de portadores energéticos que genera el proceso de
reducciéon de mineral en particular. Concretamente se ha considerado la
necesidad de obtener un modelo del comportamiento de los hornos en funcién de
las variables que intervienen en el proceso de reduccion de mienral, y por lo tanto
se ha planteado como un problema de aproximacion funcional para la prediccion
a corto plazo con un nimero elevado de variables y un conjunto seleccionado de

datos que, por otra parte resulta relativamente costoso de obtener.

En el Capitulo 4 se ha descrito el procedimiento que proponemos para la
caracterizacion del comportamiento de algunos de los procesos relevantes que
tienen lugar en la reduccion de mineral de la tecnologia CARON. Uno de los
modulos que construyen el procedimiento se encarga de predecir lo que puede
ocurrir a corto plazo utilizando para ello datos previamente extraidos del proceso
industrial. El modelo de prediccion se basa en una red neuronal de RBF, para
cuya construcciéon se han aplicado diversos procedimientos que resuelven
problemas relativos tanto a la seleccion de variables de entrada del modelo, como
a la determinacion de la estructura de la red RBF; asimismo se aborda como un
problema de aproximacion multiobjetivos en el que se busca obtener tanto un
error de aproximacion bajo como una complejidad reducida del mismo. Para la
seleccion de variables se ha aplicado un procedimiento que se basa en el analisis
de la varianza residual, y para la optimizacion multiobjetivo se aplica un
algoritmo que tiene sus bases en algoritmos elitistas de de clasificacion no

dominada

En el Capitulo 5 se proporcionan y analizan los resultados experimentales
obtenidos. El algoritmo utilizado aproxima con cierta rapidez y adecuada
exactitud el indice de consumo de petréleo en las cdmaras, de los hornos de reduccion,
que precisamente constituia el objetivo fundamental de nuestro trabajo. Con este
procedimiento se puede tener una referencia significativa en la prediccion de la
cantidad de combustible que sera utilizada en el proceso de reduccién de mineral
a partir de los datos empiricos medidos previamente. De esta forma se pone de
manifiesto que el algoritmo desarrollado puede aplicarse casi sin cambios a la
soluciéon del problema que nos hemos planteado y donde la seleccion, el

agrupamiento y limpieza de los datos utilizados ha sido decisiva a la hora de
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llegar a esos resultados. El mejor resultado se ha obtenido tras haber aplicado un
procedimiento de selecciéon de variables, que permite reducir el espacio de
busqueda al reducir su dimension. Luego de una valoracién de compromiso
entre los valores de aproximacion obtenidos y el tiempo de ejecucion empleado

por el algoritmo, se ha llegado a un resultado final satisfactorio.

Por tanto y resumiendo, los principales aportes de esta tesis son los siguientes:

1. El desarrollo de una metodologia que utiliza por primera vez técnicas de
Softcomputing para solucionar problemas de prediccion realistas planteados en

la industria del Niquel en Cuba.

2. El andlisis de las diferentes variables que se miden en los sistemas de supervision
y control de la planta de hornos de reduccion con la finalidad de formular el

problema de la prediccion del indice de consumo de petrdleo en cimaras.

3. El desarrollo, la aplicaciéon y el andlisis de resultados de un procedimiento de
aproximacién funcional hibrido, cuyos pardmetros se han determinado mediante
el uso de varias de las técnicas asociadas al SoftComputing, entre las que
destacan los algoritmos evolutivos para aproximacién multiobjetivo y la seleccién

de variables.

4. Los resultados obtenidos han sido altamente satisfactorios, corroborando que la
formulacion del problema planteado ha sido enfocada de manera adecuada. Se
logré obtener una aproximacion funcional con un margen de error de un 2.1%

aceptable para la operacion de la industria.

5. Relacionado con el trabajo presentado se pueden citar las publicaciones descritas

en el anexo A.

Entre la multitud de aplicaciones y problemas mas directamente relacionados con el

trabajo que se muestra en esta memoria que habria que abordarse en el futuro estan:

1. La implementacion practica del procedimiento propuesto para el proceso de
reduccion de mineral de Punta Gorda, como parte de un modelo de prediccién
del comportamiento de la variable correspondiente al indice de consumo de petroleo

en camaras.
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2. Incorporacién al algoritmo desarrollado, de un procedimiento automatico que
utilice operadores genéticos para la seleccion de variables de entrada,

discriminando aquellas que no aporten la suficiente informacion.

3. La paralelizacion del algoritmo propuesto, para hacerlo viable en el caso de que
el elevado numero de datos a procesar requieran tiempos de ejecucion

inaceptables dado los limites de tiempo real planteados.

4. La integracion de los resultados practicos que se obtengan dentro de un modelo

de optimizacion dindmica de los niveles de consumo de combustible.

Este trabajo supone un punto de partida en la aplicacion de técnicas de Softcomputing a
los procesos industriales de la Planta de Niquel de Punta Gorda, ahora que se dispone de
la tecnologia de adquisicién y almacenamiento necesarios para mantener las bases de

datos de las variables que definen el funcionamiento de diferentes procesos.
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B. Flyjo tecnolégico de la planta de Reduccion de Mineral

C. Modelo del horno usado en el planteamiento del problema
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Flujo Tecnologico, Reduccion Mineral

Mineral Secado y Molido
Peso 0.8-1.3 tonm’
H dad 4,50%
Granolumetria +0149mm 5%

0.149+0.074 71

L -0.074mm 83

85%
0%

Tolva de T 40°%
Mineral Hi 1,27%
Co 0,11% Gases a la Atmdsfera €O, 16%
Fe 38,50% +CO3%
50, 1% Planta Secado de Mineral H, 12%
MgO 5,80% > Bateria ‘ CH,0.2%
- - - Ciclones 50, 0.9%
# Hy0 33%
/ T 300-400°C \/ Hy+0, Resto
|
A\ a Precipitad ||
A Electrostitico
-—
Horno Pl 4_"223 Mineral a Tolvas Producto Final
hire — de Peso 0.6-1 ton/m®
Reduccion i Ts'c
— ‘F_uel - 0il
Fuel - 0il
C 85-87% -
§ 250%
T 100-120°C
Consumo 50-52 kg/ton L Enfriador de Mineral
Transpotador Rotatorio de Tornillo |_" r_
a—/’h-l
H0,75°C
Pigcina H,0 Enfriamiento
H,0,30 'C

Pulpa aReactores
% Solidos 15

0,
TH'C ¢
Densidad 1140 kg/m3

Licor Amoniacal T 40°C
HH;{Total) 5 g1
€0, 40 g
Hi 0.1 g1
Densidad 1020 kgim®

Mineral Reducido
T250°C
Hi 1,53%
Co 0,42%
Fe 2.10 % Metilico
Fe 44.6 % Total
C 0,88%
5 0,60%
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Modelo del Horno de Reduccion

Ni,Co,Fe ——P>
siMg —p
Tonelaje ~ =P
Petréleo Aditivo ——>

H3

petréleo
aire

6N

|
|

petréleo
aire
vapor

vapor

i

1
|

petréleo
aire
vapor

i

petréleo
aire
vapor

1
1

10N H10

petréleo
10S aire
vapor

i

petréleo
aire EH SN
vapor

H11
petréleo petréleo
are 12N |—>| HI12 |<—| 128 EE vapor
H13

petréleo
aire 15N
vapor

Il
1

H15

petréleo
158 aire
vapor

—> Extractable Ni
> Exractable Co
= Indice Consumo Petréleo
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Resultados Experimentales

Como se ha comentado en el capitulo 5, la mejor aproximacién se corresponde con el
experimento 7B. El resumen que se muestra corresponde a los resultados que son

considerados como los mas aceptables para la industria.

Parametros Exp-7A Exp-7B Exp-7C Exp-7D
cruce/mut. 0,8/0,035 0,8/0,035 0,8/0,035 0,8/0,035
pob/gen 30_50 70_90 90_120 120_220
error test 0,905 0,890 0,906 0,921
erro train 0,956 0,937 0,948 0,959
seg 475,21 627,21 1018,80 1654,80
min 7,92 10,45 16,98 27,58
real aprox. aprox. aprox. aprox.
media 53,75 53,69 53,76 53,72 53,69
relacion 100,12 99,98 100,07 100,12
maximo 59,58 57,96 57,43 56,70 57,25
minimo 49,06 51,53 48,64 50,85 51,18
desvest 2,20 0,95 1,03 0,92 0,91

Las tablas que se relacionan a continuaciéon muestran los valores obtenidos por la
aproximacion realizada; correspondiendo con el juego de datos que se han utilizado

para el test. Los parametros indicados en la tabla han sido:

1. Valores real, aproximado y diferencia de las variables.
2. Relacién entre los valores real y aproximado de las variables.
3. Maéximo y minimo de los valores real y aproximado de las variables.

4. Desviacion estandar real y aproximada de las variables.
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real
53,75
100,00
59,58
49,06
2,20
49,06
49,06
49,16
49,16
49,16
49,22
49,38
49,38
49,38
49,49
49,66
49,66
49,68
49,68
49,68
49,68
49,70
49,70
49,74
49,88
49,94
49,94
49,97
50,05
50,09
50,30
50,30
50,34
50,34
50,34
50,43
50,49
50,49
50,51
50,56
50,60
50,60
50,64
50,64
50,64
50,64

Exp-7A
aprox.
53,69
100,12
57,96
51,53

0,95
52,49
52,43
53,56
53,50
53,50
54,11
52,75
52,82
52,93
51,94
54,74
54,51
53,04
53,07
53,11
53,00
51,87
51,68
53,75
52,06
53,39
53,14
53,47
54,11
54,04
54,42
54,35
52,46
52,47
52,39
52,26
52,42
52,39
53,48
53,19
54,54
54,31
53,25
53,23
53,04
53,32

Exp-7B
dif. aprox.
53,76
99,98
57,43
48,64
1,03
-3,43 52,49
-3,37 52,44
-4,40 53,75
-4,34 53,69
-4,34 53,69
-4,89 53,72
-3,37 53,29
-3,44 51,04
-3,55 51,07
-2,45 52,59
-5,08 54,29
-4,85 54,16
-3,36 53,97
-3,39 53,99
-3,43 54,04
-3,32 53,95
2,17 48,76
-1,98 48,64
-4,01 51,82
-2,18 52,13
-3,45 50,42
-3,20 50,08
-3,50 53,50
-4,06 54,49
-3,95 53,80
-4,12 54,31
-4,05 54,25
-2,12 52,66
-2,13 52,69
-2,05 52,61
-1,83 51,97
-1,93 53,14
-1,90 53,11
-2,97 53,61
-2,63 53,34
-3,94 55,03
-3,71 54,84
-2,61 53,11
-2,59 53,08
-2,40 52,85
-2,68 53,17

dif.

-3,43
-3,38
-4,59
-4,53
-4,53
-4,50
-3,91
-1,66
-1,69
-3,10
-4,63
-4,50
-4,29
-4,31
-4,36
-4,27
0,94
1,06
-2,08
2,25
-0,48
-0,14
-3,53
-4,44
-3,71
-4,01
-3,95
2,32
2,35
2,27
-1,54
-2,65
2,62
-3,10
2,78
-4,43
-4,24
2,47
-2,44
2,21
-2,53

Exp-7C

aprox.
53,72
100,07
56,70
50,85
0,92
52,78
52,74
53,81
53,77
53,77
54,04
53,27
53,06
53,16
52,34
55,35
54,76
53,52
53,59
53,74
53,45
52,43
52,20
53,28
52,77
50,85
50,93
53,47
55,04
53,89
54,05
54,08
52,82
52,93
52,65
52,77
52,19
52,21
54,36
52,83
54,67
54,50
53,90
53,93
54,01
53,71

dif.

3,72
-3,68
-4,65
-4,61
-4,61
-4,82
-3,89
-3,68
-3,78
-2,85
-5,69
-5,10
-3,84
-3,91
-4,06
-3,77
-2,73
-2,50
-3,54
-2,89
-0,91
-0,99
-3,50
-4,99
-3,80
-3,75
-3,78
-2,48
-2,59
-2,31
-2,34
-1,70
1,72
-3,85
-2,27
-4,07
-3,90
-3,26
-3,29
-3,37
-3,07

Exp-7D

aprox.
53,69
100,12
57,25
51,18
0,91
52,65
52,59
53,65
53,59
53,59
54,43
52,85
52,79
52,87
52,04
55,39
55,14
53,06
53,09
53,13
53,03
52,06
51,87
53,74
52,49
53,38
53,13
53,44
54,47
54,20
54,54
54,46
52,71
52,74
52,65
52,88
52,41
52,37
54,07
53,18
54,90
54,65
53,23
53,21
53,01
53,27

dif.

3,59
-3,53
-4,49
-4,43
-4,43
-5,21
-3,47
-3,41
-3,49
2,55
-5,73
-5,48
-3,38
-3,41
-3,45
-3,35
2,36
2,17
-4,00
-2,61
-3,44
-3,19
-3,47
4,42
-4,11
4,24
-4,16
-2,37
-2,40
-2,31
2,45
-1,92
-1,88
-3,56
2,62
-4,30
-4,05
-2,59
2,57
-2,37
2,63
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50,70
50,76
50,77
50,80
50,80
50,89
50,89
50,89
50,90
50,90
50,90
51,07
51,07
51,07
51,07
51,07
51,13
51,13
51,15
51,17
51,26
51,26
51,26
51,26
51,26
51,26
51,31
51,31
51,33
51,42
51,43
51,43
51,44
51,44
51,44
51,47
51,54
51,54
51,54
51,54
51,57
51,57
51,57
51,57
51,60
51,62
51,62
51,65
51,65
51,65

52,77
53,85
52,53
53,80
53,96
53,52
53,31
53,43
52,33
52,42
52,12
53,41
53,46
53,40
53,46
53,46
53,80
54,00
52,91
52,86
52,38
52,56
52,49
52,34
52,26
52,35
52,75
52,65
53,45
53,70
53,86
54,06
52,82
53,06
52,88
54,39
52,76
52,84
54,06
53,85
53,10
52,85
53,08
53,00
58,77
53,37
53,27
53,72
54,21
53,91

-2,07
-3,09
-1,76
-3,00
-3,16
-2,63
-2,42
-2,54
-1,43
-1,52
1,22
-2,34
-2,39
-2,33
-2,39
-2,39
-2,67
-2,87
1,76
-1,69
1,12
-1,30
1,23
-1,08
-1,00
-1,09
-1,44
-1,34
2,12
-2,28
-2,43
-2,63
-1,38
-1,62
-1,44
2,92
1,22
-1,30
-2,52
-2,31
-1,53
-1,28
-1,51
-1,43
217
1,75
-1,65
-2,07
-2,56
-2,26

53,23
53,86
53,04
53,73
53,85
51,89
51,69
52,75
52,81
52,87
52,67
53,38
53,42
53,36
53,41
53,41
54,02
53,94
53,30
49,69
53,53
53,71
53,62
52,02
51,95
52,03
52,04
51,95
53,92
53,61
54,21
54,36
53,12
53,30
53,17
53,79
52,26
52,31
53,02
52,87
52,87
52,69
52,86
52,80
54,60
52,17
52,07
53,94
54,10
54,00

-2,53
-3,10
-2,27
-2,93
-3,05
-1,00
-0,80
-1,86
-1,91
-1,97
1,77
-2,31
-2,35
-2,29
-2,34
-2,34
-2,89
-2,81
-2,15
1,48
-2,27
-2,45
-2,36
-0,76
-0,69
-0,77
-0,73
-0,64
-2,59
-2,19
-2,78
-2,93
-1,68
-1,86
-1,73
-2,32
-0,72
-0,77
-1,48
-1,33
-1,30
-1,12
-1,29
-1,23
-3,00
-0,55
-0,45
-2,29
-2,45
-2,35

52,563
54,06
52,74
54,20
54,05
54,17
54,38
53,74
51,50
51,64
51,26
53,36
53,32
53,25
53,21
53,21
53,04
53,01
51,30
52,88
52,66
53,03
52,82
52,28
52,16
52,31
53,10
52,74
53,63
53,79
54,20
54,14
53,94
53,59
53,85
54,19
53,85
53,68
54,02
53,52
51,98
52,20
52,03
52,13
53,79
53,30
53,19
53,92
54,56
54,13

-1,83
-3,30
-1,97
-3,40
-3,25
-3,28
-3,49
-2,85
-0,60
-0,74
-0,36
2,29
2,25
2,18
2,14
2,14
-1,91
-1,88
-0,15
-1,71
-1,40
1,77
-1,56
-1,02
-0,90
-1,05
-1,79
-1,43
-2,30
-2,37
2,77
2,71
-2,50
2,15
2,41
2,72
-2,31
2,14
2,48
-1,98
-0,41
-0,63
-0,46
-0,56
2,19
-1,68
-1,57
2,27
-2,91
2,48

52,70
53,90
52,53
53,60
53,75
53,34
53,14
53,60
51,34
51,36
51,18
53,36
53,41
53,23
53,29
53,29
53,18
53,19
52,72
52,92
52,62
52,84
52,75
52,43
52,35
52,45
52,71
52,58
52,84
54,03
53,89
54,09
52,79
53,02
52,85
54,34
52,64
52,72
53,64
53,41
52,89
52,63
52,87
52,78
54,28
53,44
53,33
54,40
54,86
54,58

-2,00
-3,14
-1,76
-2,80
2,95
-2,45
2,25
-2,71
-0,44
-0,46
-0,28
2,29
-2,34
-2,16
2,22
2,22
-2,05
-2,06
-1,57
1,75
-1,36
-1,58
-1,49
1,17
-1,09
-1,19
-1,40
-1,27
-1,51
-2,61
-2,46
-2,66
-1,35
-1,58
-1,41
-2,87
-1,10
-1,18
-2,10
-1,87
-1,32
-1,06
-1,30
-1,21
-2,68
-1,82
1,71
2,75
-3,21
-2,93
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51,65
51,70
51,70
51,82
51,82
51,86
51,86
51,86
51,86
51,87
51,87
51,87
51,87
51,92
51,93
52,00
52,00
52,01
52,03
52,07
52,11
52,16
52,16
52,18
52,18
52,18
52,18
52,18
52,18
52,22
52,27
52,27
52,37
52,37
52,41
52,41
52,41
52,47
52,51
52,51
52,58
52,59
52,71
52,72
52,72
52,72
52,72
52,72
52,77
52,85

53,26
52,09
52,13
54,09
54,17
55,64
55,43
55,51
55,66
54,01
54,06
52,29
52,30
54,03
54,19
52,78
52,85
54,27
54,55
52,00
54,11
53,36
53,45
53,34
53,41
53,77
53,79
53,67
53,00
54,35
54,74
54,14
52,87
52,90
52,15
52,34
52,23
54,40
53,69
53,69
53,53
53,90
53,07
53,81
53,58
53,73
53,66
53,73
53,77
53,50

-1,61
-0,39
-0,43
-2,27
-2,35
-3,78
-3,57
-3,65
-3,80
-2,14
-2,19
-0,42
-0,43
-2,11
-2,26
-0,78
-0,85
-2,26
-2,52
0,07
-2,00
-1,20
-1,29
-1,16
-1,23
-1,59
-1,61
-1,49
-0,82
-2,13
-2,47
-1,87
-0,50
-0,53
0,26
0,07
0,18
-1,93
-1,18
-1,18
-0,95
-1,31
-0,36
-1,09
-0,86
-1,01
-0,94
-1,01
-1,00
-0,65

53,47
52,69
52,71
53,70
53,74
55,41
55,21
55,24
55,33
53,71
53,76
52,63
52,64
54,60
54,57
52,78
52,84
54,57
53,97
53,02
54,68
53,22
53,28
53,68
53,76
53,80
53,84
53,70
53,57
54,37
54,48
54,20
53,10
53,13
53,70
53,87
53,76
53,86
52,90
52,90
53,32
53,95
52,07
54,24
54,00
54,15
54,08
54,15
53,64
53,63

-1,82
-0,99
-1,01
-1,88
-1,92
-3,55
-3,35
-3,38
-3,47
-1,84
-1,89
-0,76
-0,77
-2,68
-2,64
-0,78
-0,84
-2,56
-1,94
-0,95
-2,57
-1,06
-1,12
-1,50
-1,58
-1,62
-1,66
-1,52
-1,39
-2,15
-2,21
-1,93
-0,73
-0,76
-1,29
-1,46
-1,35
-1,39
-0,39
-0,39
-0,74
-1,36
0,64
-1,52
-1,28
-1,43
-1,36
-1,43
-0,87
-0,78

53,09
51,92
52,02
54,69
54,80
55,58
54,98
55,06
55,32
53,63
53,71
52,56
52,60
54,26
54,63
53,40
53,28
54,01
55,22
52,60
54,51
52,59
52,47
53,32
53,63
53,74
53,80
53,61
53,33
54,48
54,90
54,09
52,90
52,89
52,50
53,01
52,67
54,24
53,59
53,59
53,05
54,12
51,44
53,95
53,85
53,91
53,88
53,91
54,10
53,16

-1,44
-0,22
-0,32
-2,87
2,98
-3,72
-3,12
-3,20
-3,46
-1,76
-1,84
-0,69
-0,73
-2,34
-2,70
-1,40
-1,28
-2,00
-3,19
-0,53
-2,40
-0,43
-0,31
-1,14
-1,45
-1,56
-1,62
-1,43
-1,15
-2,26
-2,63
-1,82
-0,53
-0,52
-0,09
-0,60
-0,26
1,77
-1,08
-1,08
-0,47
-1,53
1,27
-1,23
-1,13
-1,19
-1,16
-1,19
-1,33
-0,31

53,00
52,14
52,17
54,57
54,65
55,24
54,99
55,04
55,17
53,68
53,76
52,40
52,42
54,09
54,31
52,53
52,59
54,57
55,33
52,27
54,20
53,19
53,28
53,35
53,39
53,74
53,78
53,62
53,18
54,80
54,34
53,93
52,72
52,76
53,03
53,15
53,12
54,34
53,32
53,32
53,55
53,93
52,80
53,85
53,61
53,76
53,69
53,76
53,92
53,49

-1,35
-0,44
-0,47
2,75
-2,83
-3,38
-3,13
-3,18
-3,31
-1,81
-1,89
-0,53
-0,55
2,17
-2,38
-0,53
-0,59
-2,56
-3,30
-0,20
-2,09
-1,08
-1,12
1,17
-1,21
-1,56
-1,60
-1,44
-1,00
-2,58
-2,07
-1,66
-0,35
-0,39
-0,62
-0,74
-0,71
-1,87
-0,81
-0,81
-0,97
-1,34
-0,09
-1,13
-0,89
-1,04
-0,97
-1,04
-1,15
-0,64
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52,85
52,85
52,85
52,87
52,87
52,87
53,00
53,00
53,00
53,00
53,06
53,06
53,09
53,09
53,09
53,09
53,09
53,13
53,13
53,14
53,14
53,15
53,16
53,16
53,22
53,22
53,22
53,22
53,23
53,23
53,23
53,23
53,25
53,25
53,27
53,27
53,27
53,34
53,39
53,39
53,41
53,42
53,42
53,42
53,42
53,42
53,43
53,43
53,43
53,45

53,39
53,36
53,61
52,48
52,42
52,46
53,15
53,11
52,53
52,58
54,03
53,88
53,21
53,41
53,46
53,17
53,56
53,67
53,88
53,47
53,50
53,71
54,09
54,06
53,72
53,59
53,75
53,74
53,84
53,79
53,83
53,70
52,95
52,95
53,54
53,56
53,53
54,22
54,71
55,30
53,68
54,29
54,24
53,33
52,46
52,57
51,97
52,08
52,00
53,37

-0,54
-0,51
-0,76
0,39
0,45
0,41

-0,15
-0,11
0,47
0,42
-0,97
-0,82
-0,12
-0,32
-0,37
-0,08
-0,47
-0,54
-0,75
-0,33
-0,36
-0,56
-0,93
-0,90
-0,50
-0,37
-0,53
-0,52
-0,61
-0,56
-0,60
-0,47
0,30
0,30
-0,27
-0,29
-0,26
-0,88
-1,32
-1,91
-0,27
-0,87
-0,82
0,09
0,96
0,85
1,46
1,35
1,43
0,08

53,55
53,52
53,76
52,02
51,87
51,98
54,97
54,94
53,20
53,25
55,56
55,34
52,68
52,84
52,87
52,65
53,53
53,86
54,03
52,69
52,72
52,98
53,52
53,46
53,56
53,45
53,62
53,60
53,18
53,16
53,16
53,05
53,66
53,66
54,13
54,18
54,18
54,17
54,80
55,11
53,18
54,22
54,20
53,95
53,95
54,34
52,96
53,05
52,98
53,41

-0,70
-0,67
-0,91
0,85
1,00
0,89
-1,97
-1,94
-0,20
-0,25
-2,50
2,28
0,41

0,25
0,22
0,44
-0,44
-0,73
-0,90
0,45
0,42
0,17
-0,36
-0,30
-0,34
-0,23
-0,40
-0,38
0,05
0,07
0,07
0,18
-0,41
-0,41
-0,86
-0,91
-0,91
-0,83
1,41
1,72
0,23
-0,80
-0,78
-0,53
-0,53
-0,92
0,47
0,38
0,45
0,04

53,25
53,27
53,00
53,08
53,11
53,09
54,17
54,10
52,29
52,34
53,78
53,81
53,26
53,12
53,07
53,28
53,31
53,91
53,83
52,97
52,96
53,68
53,76
53,75
53,51
53,55
53,46
53,48
53,74
53,67
53,75
53,79
53,31
53,31
54,36
54,40
54,45
54,15
54,18
55,39
53,73
53,80
53,75
53,32
52,72
52,77
51,89
52,10
51,94
53,16

-0,40
-0,42
-0,15
-0,21
-0,24
-0,22
1,17
-1,10
0,71

0,66
-0,72
-0,75
-0,17
-0,03
0,02
-0,19
-0,22
-0,78
-0,70
0,17
0,18
-0,53
-0,60
-0,59
-0,29
-0,33
-0,24
-0,26
-0,51
-0,44
-0,52
-0,56
-0,06
-0,06
-1,09
-1,13
-1,18
-0,81
-0,79
-2,00
-0,32
-0,38
-0,33
0,10
0,70
0,65
1,54
1,33
1,49
0,29

53,37
53,34
53,64
52,37
52,31
52,35
53,64
53,61
52,40
52,46
54,13
53,97
52,93
53,13
53,17
52,89
53,26
53,79
54,02
53,37
53,39
53,53
53,93
53,84
53,36
53,22
53,41
53,40
53,57
53,56
53,55
53,40
52,85
52,85
54,05
54,07
54,04
54,43
54,73
55,23
53,57
53,72
53,69
53,25
52,54
52,66
51,67
51,77
51,70
53,16

-0,52
-0,49
-0,79
0,50
0,56
0,52
-0,64
-0,61
0,60
0,54
-1,07
-0,91
0,16
-0,04
-0,08
0,20
-0,17
-0,66
-0,89
-0,23
-0,25
-0,38
-0,77
-0,68
-0,14
0,00
-0,19
-0,18
-0,34
-0,33
-0,32
-0,17
0,40
0,40
-0,78
-0,80
-0,77
-1,09
-1,34
-1,84
-0,16
-0,30
-0,27
0,17
0,88
0,76
1,76
1,66
1,73
0,29
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53,48
53,53
53,53
53,53
53,53
53,57
53,57
53,61
53,61
53,70
53,70
53,74
53,74
53,74
53,75
53,77
53,80
53,80
53,80
53,87
53,87
53,87
53,88
53,88
53,88
53,88
53,90
53,90
53,94
53,95
53,95
53,95
53,97
53,97
53,97
53,97
53,97
53,97
53,97
54,02
54,02
54,02
54,04
54,04
54,04
54,05
54,05
54,05
54,05
54,12

53,47
53,03
53,02
53,05
53,05
52,85
52,86
54,16
54,16
54,41
54,43
51,55
51,53
51,68
52,24
54,19
53,92
53,91
53,89
54,45
53,67
53,58
53,86
53,78
54,08
54,14
54,66
54,55
53,38
53,95
53,91
53,82
54,59
55,11
55,08
53,84
53,51
54,04
54,06
53,93
54,17
54,10
53,59
53,60
53,57
53,27
53,23
52,92
52,57
53,20

0,01
0,50
0,51
0,48
0,48
0,72
0,71
-0,55
-0,55
-0,71
-0,73
2,19
2,21
2,06
1,51
-0,42
-0,12
-0,11
-0,09
-0,58
0,20
0,29
0,02
0,10
-0,20
-0,26
-0,76
-0,65
0,56
0,00
0,04
0,13
-0,62
-1,14
-1,11
0,13
0,46
-0,07
-0,09
0,09
-0,15
-0,08
0,45
0,44
0,47
0,78
0,82
1,13
1,48
0,92

54,36
55,32
55,29
55,36
55,36
53,25
53,22
53,83
53,83
53,70
53,64
51,62
51,61
51,69
52,24
56,81
53,70
53,68
53,66
53,98
52,52
52,45
53,70
53,68
53,80
53,86
54,81
54,61
52,96
54,23
54,18
54,10
55,00
55,32
55,29
53,55
53,29
53,53
53,58
54,69
54,92
54,83
54,48
54,49
54,46
53,99
53,97
53,84
53,73
53,21

-0,88
-1,79
-1,76
-1,83
-1,83
0,32
0,35
-0,22
-0,22
0,00
0,06
2,12
2,13
2,05
1,51

-3,04
0,10
0,12
0,14
-0,11
1,35
1,42
0,18
0,20
0,08
0,02
-0,91
-0,71
0,98
-0,28
-0,23
-0,15
-1,08
-1,35
-1,32
0,42
0,68
0,44
0,39
-0,67
-0,90
-0,81
-0,44
-0,45
-0,42
0,06
0,08
0,21

0,32
0,91

52,66
53,37
53,35
53,39
53,39
53,40
53,52
53,96
53,96
53,89
53,80
51,88
51,86
52,02
53,05
54,79
53,69
53,71
53,72
54,00
53,56
53,43
55,04
54,91
55,58
55,99
55,11
54,90
53,69
54,11
54,00
53,85
54,70
55,06
55,02
53,82
53,64
53,90
53,91
54,37
54,72
54,56
54,02
54,01
54,02
53,32
53,26
52,98
52,77
52,19

0,82
0,16
0,18
0,14
0,14
0,17
0,05
-0,35
-0,35
-0,19
-0,10
1,86
1,88
1,72
0,70
-1,02
0,11

0,09
0,08
-0,13
0,31

0,44
-1,16
-1,03
-1,70
-2,11
-1,21
-1,00
0,25
-0,16
-0,05
0,10
-0,73
-1,09
-1,05
0,15
0,33
0,07
0,06
-0,35
-0,70
-0,54
0,02
0,03
0,02
0,73
0,79
1,07
1,28
1,93

53,34
53,34
53,32
53,36
53,36
53,06
53,11
53,68
53,68
53,94
53,89
51,74
51,70
51,94
52,40
54,65
53,82
53,80
53,78
54,20
53,75
53,65
54,44
54,38
54,63
54,72
55,31
55,13
53,10
53,89
53,83
53,71
54,95
55,42
55,38
54,08
53,55
54,40
54,43
54,33
54,61
54,51
53,73
53,74
53,72
53,49
53,45
53,23
52,97
53,11

0,14
0,19
0,21

0,17
0,17
0,51

0,46
-0,07
-0,07
-0,24
-0,19
2,00
2,04
1,80
1,35
-0,88
-0,02
0,00
0,02
-0,33
0,12
0,22
-0,56
-0,50
-0,75
-0,84
-1,41
-1,23
0,84
0,06
0,12
0,24
-0,98
-1,45
-1,41
-0,11
0,42
-0,43
-0,46
-0,31
-0,59
-0,49
0,31

0,30
0,32
0,56
0,60
0,82
1,08
1,01
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54,12
54,12
54,12
54,13
54,13
54,15
54,15
54,15
54,15
54,18
54,18
54,18
54,19
54,19
54,19
54,19
54,19
54,22
54,22
54,22
54,23
54,23
54,23
54,26
54,27
54,27
54,28
54,28
54,31
54,32
54,32
54,38
54,40
54,40
54,40
54,42
54,42
54,42
54,42
54,46
54,46
54,47
54,57
54,57
54,57
54,62
54,62
54,62
54,63
54,63

53,15
53,10
53,07
53,49
53,54
54,22
54,37
54,09
54,40
54,65
54,94
54,65
54,97
54,75
54,81
54,59
54,59
53,58
53,65
53,58
53,81
53,81
53,88
52,63
55,02
54,92
54,57
54,39
53,67
55,00
54,79
54,22
53,79
53,78
53,72
53,90
54,10
53,94
52,47
53,33
53,37
54,66
52,98
53,18
53,20
53,81
53,86
53,67
53,36
53,36

0,97
1,02
1,05
0,64
0,59
-0,07
-0,22
0,06
-0,25
-0,47
-0,76
-0,47
-0,78
-0,56
-0,62
-0,40
-0,40
0,64
0,57
0,64
0,42
0,42
0,35
1,63
-0,75
-0,65
-0,29
-0,11
0,64
-0,68
-0,47
0,16
0,61

0,62
0,68
0,52
0,32
0,48
1,95
1,13
1,09
-0,19
1,59
1,39
1,38
0,81

0,76
0,95
1,27
1,27

53,18
53,15
53,13
54,67
54,61
54,09
54,24
53,98
54,28
54,80
54,98
54,80
55,62
55,43
55,47
55,36
55,36
52,86
52,91
52,86
53,93
53,93
53,98
53,52
55,35
55,51
54,72
54,60
53,79
53,94
53,94
54,15
53,47
53,46
53,41
53,87
54,02
53,90
54,18
53,81
53,85
54,80
52,18
52,29
52,29
53,51
53,57
53,39
54,73
54,73

0,94
0,97
0,99
-0,54
-0,48
0,06
-0,09
0,17
-0,13
-0,62
-0,80
-0,62
-1,43
-1,24
-1,28
1,17
1,17
1,36
1,31

1,36
0,30
0,30
0,25
0,74
-1,08
1,24
-0,44
-0,32
0,52
0,38
0,38
0,23
0,93
0,94
0,99
0,55
0,40
0,52
0,24
0,65
0,61

-0,33
2,39
2,28
2,28
1,11

1,05
1,23
-0,10
-0,10

52,11
52,03
51,98
53,84
53,79
54,92
54,66
55,14
54,60
54,64
54,93
54,64
54,77
54,48
54,52
54,39
54,39
53,44
53,40
53,44
54,19
54,19
54,25
53,25
54,98
55,41
54,61
54,50
53,63
53,52
53,51
54,77
53,48
53,49
53,52
53,96
53,94
53,95
53,93
53,55
53,58
54,66
52,79
52,48
52,45
53,75
53,82
53,66
54,84
54,84

2,01
2,09
2,14
0,29
0,34
-0,77
-0,51
-0,99
-0,45
-0,46
-0,75
-0,46
-0,58
-0,29
-0,33
-0,20
-0,20
0,78
0,82
0,78
0,04
0,04
-0,02
1,01

-0,71
-1,14
-0,33
-0,22
0,68
0,80
0,81

-0,39
0,92
0,91

0,88
0,46
0,48
0,47
0,49
0,91

0,88
-0,19
1,78
2,09
2,12
0,87
0,80
0,96
-0,21
-0,21

53,08
53,03
52,99
53,78
53,89
54,02
54,16
53,90
54,19
55,02
55,28
55,02
54,88
54,67
54,71
54,58
54,58
53,41
53,47
53,41
54,22
54,22
54,30
52,77
54,72
54,83
54,93
54,74
53,66
54,83
54,58
54,53
53,71
53,69
53,63
54,00
54,21
54,04
52,79
53,72
53,77
54,97
52,75
52,94
52,95
53,78
53,85
53,62
53,97
53,97

1,04
1,09
1,13
0,35
0,24
0,13
-0,01
0,25
-0,04
-0,84
-1,10
-0,84
-0,69
-0,48
-0,52
-0,39
-0,39
0,81

0,75
0,81

0,01

0,01

-0,07
1,49
-0,45
-0,56
-0,65
-0,46
0,65
-0,51
-0,26
-0,15
0,69
0,71

0,77
0,42
0,21

0,38
1,63
0,74
0,69
-0,50
1,82
1,63
1,62
0,84
0,77
1,00
0,66
0,66
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54,63
54,64
54,64
54,65
54,65
54,70
54,70
54,70
54,73
54,73
54,75
54,75
54,76
54,82
54,88
54,91
54,91
55,00
55,00
55,05
55,06
55,06
55,06
55,08
55,10
55,10
55,10
55,11
55,11
55,12
55,12
55,13
55,15
55,17
55,17
55,17
55,17
55,21
55,23
55,23
55,28
55,28
55,28
55,29
55,29
55,29
55,29
55,31
55,31
55,31

53,25
56,65
56,92
54,03
53,74
54,04
54,62
54,60
53,44
53,65
54,37
54,20
53,31
53,59
53,49
53,05
52,88
53,76
53,90
54,52
55,20
55,36
55,35
52,56
53,54
53,51
53,46
53,36
53,29
53,63
54,75
54,77
56,08
54,75
54,51
53,52
53,46
53,46
55,75
55,18
54,16
54,27
54,25
53,78
52,68
52,74
52,80
583,71
53,94
53,63

1,38
-2,01
-2,28
0,62
0,91

0,66
0,08
0,10
1,29
1,08
0,38
0,55
1,45
1,23
1,39
1,86
2,03
1,24
1,10
0,53
-0,14
-0,30
-0,29
2,52
1,56
1,59
1,64
1,75
1,82
1,49
0,37
0,36
-0,93
0,42
0,66
1,65
1,71

1,75
-0,52
0,05
1,12
1,01

1,03
1,51

2,61

2,55
2,49
1,60
1,37
1,68

54,63
55,39
55,46
54,18
53,97
54,28
54,55
54,53
53,90
54,03
55,00
54,82
52,88
53,64
53,51
53,24
53,14
54,13
54,26
54,17
54,44
54,56
54,58
51,17
54,56
54,53
54,48
53,81
53,74
54,72
54,63
54,75
54,63
55,36
55,15
53,63
53,53
54,38
54,68
54,59
53,73
53,82
53,94
53,23
53,64
53,67
53,69
54,08
54,29
54,01

0,00
-0,75
-0,82
0,47
0,68
0,42
0,15
0,17
0,83
0,70
-0,25
-0,07
1,88
1,18
1,37
1,67
1,77
0,87
0,74
0,88
0,62
0,50
0,48
3,91

0,54
0,57
0,62
1,30
1,37
0,40
0,49
0,38
0,52
-0,19
0,02
1,54
1,64
0,83
0,55
0,64
1,55
1,46
1,34
2,06
1,65
1,62
1,60
1,23
1,02
1,30

54,41
54,99
55,14
53,95
53,98
53,97
54,39
54,40
53,68
53,94
54,20
54,27
53,47
53,64
53,27
53,51
53,18
53,98
54,10
54,92
54,87
55,23
55,30
52,64
53,77
53,75
53,71
53,28
53,26
56,28
55,60
55,23
54,47
54,44
54,43
53,16
52,93
53,93
54,98
54,64
53,27
53,32
53,38
53,91
52,86
52,90
52,93
53,69
53,55
53,74

0,22
-0,35
-0,50
0,70
0,67
0,73
0,31

0,30
1,05
0,79
0,55
0,48
1,29
1,18
1,61

1,40
1,73
1,02
0,90
0,13
0,19
-0,17
-0,24
2,44
1,33
1,35
1,39
1,83
1,85
-1,16
-0,48
-0,10
0,68
0,73
0,74
2,01

2,24
1,28
0,25
0,59
2,01

1,96
1,90
1,38
2,43
2,39
2,36
1,62
1,76
1,57

53,84
54,90
54,99
54,35
54,05
54,13
54,55
54,53
53,50
53,71
54,41
54,23
53,25
53,45
53,34
53,20
53,01
53,91
54,07
54,38
54,73
54,90
54,92
52,52
53,90
53,87
53,81
53,26
53,17
54,10
54,51
54,92
54,46
55,04
54,80
52,94
52,86
53,58
56,28
55,97
53,33
53,44
53,46
53,74
52,76
52,79
52,83
53,76
53,99
53,68

0,79
-0,26
-0,35
0,30
0,60
0,57
0,15
0,17
1,23
1,02
0,34
0,52
1,51
1,37
1,54
1,71
1,90
1,09
0,93
0,67
0,33
0,16
0,14
2,56
1,20
1,23
1,29
1,85
1,94
1,02
0,61
0,21
0,69
0,13
0,37
2,23
2,31
1,63
-1,05
-0,74
1,95
1,84
1,82
1,55
2,53
2,50
2,46
1,55
1,32
1,63
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55,38
55,38
55,38
55,38
55,40
55,40
55,40
55,40
55,40
55,41
55,41
55,51
55,51
55,51
55,54
55,54
55,54
55,54
55,54
55,57
55,57
55,58
55,64
55,64
55,64
55,66
55,66
55,70
55,70
55,74
55,75
55,77
55,77
55,85
55,85
55,85
55,85
55,85
55,98
55,99
56,04
56,06
56,06
56,06
56,07
56,09
56,09
56,09
56,09
56,33

54,02
54,00
53,87
53,97
53,34
54,31
54,07
54,25
54,07
53,84
53,71
51,86
52,04
52,04
53,73
53,48
53,48
53,74
53,21
53,83
54,10
54,08
53,03
53,13
52,76
53,95
53,88
53,67
54,08
54,26
56,09
53,71
53,78
56,06
56,06
56,15
55,03
54,67
52,77
54,27
53,89
54,20
54,35
54,28
57,21
53,08
53,26
53,28
52,92
52,52

1,36
1,38
1,51

1,41

2,06
1,09
1,33
1,15
1,33
1,57
1,70
3,65
3,47
3,47
1,81

2,06
2,06
1,80
2,33
1,74
1,47
1,50
2,61

2,51

2,88
1,71

1,78
2,03
1,62
1,48
-0,34
2,06
1,99
-0,21
-0,21
-0,30
0,82
1,18
3,21

1,72
2,15
1,86
1,71

1,78
-1,14
3,01

2,83
2,81

3,17
3,81

55,14
55,10
54,91
55,06
53,12
53,89
53,73
53,85
53,73
53,62
53,51
52,82
52,97
52,97
53,89
53,76
53,76
53,92
53,68
53,22
53,33
54,18
53,04
53,11
52,96
53,80
53,70
54,56
54,90
54,50
55,20
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1. Jefe de Informatica y Comunicaciones de la
Empresa Cmdte Ernesto Che Guevara.

2. Miembro del consejo IAC del Ministerio de la
Industria Basica de Cuba.

3. Master en Matematica Aplicada e Informatica
para la Administraciéon por la Universidad de
Holguin.

4. Instructor Adjunto de la Universidad de Holguin.

Es graduado en Ingenieria Electrénica en la Universidad Central de las Villas, Cuba en el
afo 1985, con resultados académicos sobresalientes.

Formo parte del Contingente Estudiantil Universitario que realizaron sus proyectos de
tesis en las instalaciones del entonces Proyecto 304, proceso inversionista que formo la
actual Empresa Cmdte Ernesto Che Guevara. Planta de Niquel de Punta Gorda.

En 1986 participd en los trabajos de ajuste y puesta en marcha de la automatizacion de la
Planta de Preparacién de Mineral como parte del proceso de inico de sus operaciones.
Posteriormente, de conjunto con la asesoria extranjera se le asigna la responsabilidad de
diagnosticar los sistemas de computo suministrados.

Durante el periodo 1986 a 1990 trabaja en la busqueda de soluciones a los problemas que
se frecuentan en dichos sistemas, hasta lograr dirigir la introduccién de la técnica de los
Automatas Programables en sustitucion de todo la tecnologia suministrada, que
trabajaba con muchas dificultades.

En 1996 es nombrado al frente del Grupo de Automatica de la Empresa, que comienza
con la ejecucién de un fuerte proceso inversionista en la automatizacion de las Plantas de
Hornos de Reduccién y Calcinacién y Sinter. Muchas son las tareas que se materializan
como parte de la modernizacion Empresarial.

En el afo 2000, se le responsabiliza con la direccion de la Actividad de Informatica y las
Comunicaciones de la Empresa, con el objetivo de desarrollar la informatizacion de los
procesos de negocios. Luego de desarrollarse un importante proceso inversionista, se
introducen aplicaciones informaticas de uso multiusuario.
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Es iniciador de los trabajos de colaboracion entre la Universidad de Holguin y la
Empresa Cmdte Ernesto che Guevara, hasta materializar la creacion de una Unidad
Docente. Manifiesta un interés marcado en mantener la superacion técnica para todo el
colectivo que dirige.

Miembro del Consejo de Direccion de la Empresa, goza de un gran prestigio técnico, es
respetado y admirado por sus compafieros. Sus relaciones humanas son excelentes y por
varios anos le ha sido reconocido su trabajo en aras de la informatizacion empresarial.

Actualmente investiga, de conjunto con el Departamento de Arquitectura de
Computadores de la Universidad de Granada en Espafa, sobre la aproximacién
funcional con redes RBF de procesos asociados al consumo de portadores energéticos en
la Planta de Hornos de Reduccién, como parte de un Doctorado cooperado con la
Universidad de Holguin.

El tema de la Gestion de la Cadena de Suministros, es otra linea de investigacion en la

cual participa, y que de una forma muy especial se ha materializado con jovenes
estudiantes y profesores de la Facultad de Informatica de la Universidad de Holguin.

- 228 -



- 229 -



