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VIII ÍNDICE DE FIGURAS

3.3. Ejemplo de la aplicación de las operaciones roll-up y drill-down . 87
3.4. Ejemplo de la aplicación de la operación Slice . . . . . . . . . . . 91
3.5. Ejemplo de la aplicación de la operación pivot . . . . . . . . . . . 92
3.6. Definición de la relación de parentesco entre los niveles Grupo y

Edad . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95
3.7. Ejemplo de cálculo de la relación de parentesco extendido. a)

camino Todas – Mayor Edad – Edad b) camino Todas – Grupo
– Edad . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97

3.8. Ejemplo de aplicación del principio de extensión al mı́nimo como
t-norma . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 108

3.9. Resultado de aplicar resumen lingüı́stico . . . . . . . . . . . . . . 117
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3.12. Ejemplo de gráfica utilizando ambos enfoques de representación
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5.15. Número de empresas no fallidas según fondo de maniobra y sector 234
5.16. DataCubo sobre los datos del censo . . . . . . . . . . . . . . . . 236
5.17. Etiquetas sobre las edades . . . . . . . . . . . . . . . . . . . . . 237
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5.4. Sectores según códigos CNAE . . . . . . . . . . . . . . . . . . . 227
5.5. Pertenencia de las razas a valor Sı́ en el nivel Minorı́a . . . . . . . 238
5.6. Agrupación de los estudios según su nivel . . . . . . . . . . . . . 238
5.7. Relación directa . . . . . . . . . . . . . . . . . . . . . . . . . . . 241

A.1. Ejemplo de definición de una función de agregación para las rela-
ciones de parentesco extendido en la configuración del servidor . . 259

A.2. Definición de métodos de minerı́a de datos . . . . . . . . . . . . . 261
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Capı́tulo 1

Introducción

Sólo Dios puede hacer una elección al azar

LEY DE LEVY

Ley de Murphy

Presentación del problema y antecedentes: Tradicionalmente dentro de una

organización se han delimitado diferentes niveles de decisión ( [Ant65]):

Planificación estratégica: ”la planificación estratégica es el proceso de de-

cisión de objetivos de la organización, de los cambios de estos objetivos, de

los recursos utilizados para alcanzar estos objetivos, y de las polı́ticas para

la adquisición, uso y disposición de estos recursos”1.

1”Strategic planning is the process of deciding on objetives of the organization, on changes in

these objetives, on the resources used to attain these objetives, and on the policies that are to govern

the acquisition, use, and disposition of these resources”
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Control de gestión: ”el proceso por el cual los directivos aseguran que los

recursos son obtenidos y usados de forma efectiva y eficientemente para la

realización de los objetivos de la organización”2.

Control operativo: ”el proceso de asegurar que unas tareas especı́ficas son

llevadas a cabo efectiva y eficientemente”3. La principal diferencia entre el

control operativo y el control de dirección es que este último está más rela-

cionado con las personas, mientras que el control operativo lo está con las

tareas. En este nivel, se han de realizar menos decisiones dado que las tar-

eas, objetivos y recursos se han delimitado mediante el control de dirección.

La frontera entre niveles no siempre es clara. Sin embargo, las necesidades de

información para cada uno de ellos son bien distintas. En el control operativo la

información que se requiere es interna a la organización, está bien definida y muy

detallada, necesitándose que sea actual y precisa, dado que se va a utilizar para

decisiones de inmediata aplicación.

En el caso de las decisiones estratégica, esta información es radicalmente dis-

tinta. Ahora necesitamos información en muchas ocasiones externa a la organi-

zación, donde el detalle no es importante (suele ser información agregada o re-

sumida), que no se precisa que sea muy actual, dado que lo que se decidirán serán

polı́ticas a largo plazo y los objetivos de la organización. Mucha de esta informa-

ción se obtendrá a través de la interacción humana.

Entre los niveles existe un flujo de información. Normalmente este va desde el

nivel de control operativo hacia los niveles superiores (Figura 1.1). Sin embargo,

el flujo de decisiones sigue la dirección contraria.

Las TIC intentan ayudar en todos los niveles del proceso de decisión. La

gestión de la información en el nivel de control operativo se ha abordado de for-
2”The process by which managers assure that resources are obtained and used effectively and

efficiently in the accomplishment of the organization’s objetives”
3”the process of assuring that specific tasks are carried out effectively and efficiently”
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Figura 1.1: Flujo de información y decisiones entre niveles

ma satisfactoria mediante técnicas de almacenamientos de información y consulta

(sistemas de gestión de bases de datos) que permiten un control eficiente de las

tareas. Para los niveles altos, Data Warehousing y OLAP han sido las respuestas

de la industria para ayudar a la toma de decisiones. Mediante la construcción de

Data Warehouses dentro de las organizaciones se pretende mantener una visión

coherente e integrada de la información interna a la empresa (repositorios de

conocimiento dentro de la infraestructura de servicios, [Chu04]) que permite que

se utilice para la elección y control de los objetivos de la organización (OLAP).

Conforme más alto es el nivel, la información que tendremos que utilizar

será más desestructurada y obtenida de fuentes muy diversas. Ya en el comien-

zo de los 70 ( [GSM71]) se vio la necesidad de modelos y lenguajes flexibles para

manejar esta naturaleza mal definida en los sistemas de ayuda a la decisión (DSS).

Si se desea dar cobertura por parte de las nuevas tecnologı́as en estos nive-

les, se ha de permitir trabajar con esa heterogeneidad y poca estructuración. Si

la información proviene de diferentes fuentes (Figura 1.2), muy probablemente

presenten estructuras distintas y esquemas que no son compatibles. Existirá una

gran labor para integrar los datos provenientes de estas fuentes, pero no en todos

los casos se podrá llegar a una traducción completa a un esquema común. Si se
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Figura 1.2: Arquitectura del sistema

integra dichos datos, el proceso tendrá que manejar esas incompatibilidades que

se traducirán en una imprecisión y/o incertidumbre en los datos a considerar. Para

tratar esta información, los sistemas deberán hacer frente a este hecho permitiendo

modelarla y tratarla a los largo de los análisis que se requieran.

En el caso de la desestructuración de los datos, el problema que se plantea es

el mismo. Los datos vendrán definidos en términos poco precisos. Si se quieren

utilizar en el proceso de toma de decisiones, los sistemas que se desarrollen para

ayudar a tal fin deberán permitir incluir estos datos y tratarlos de forma adecuada

con el resto de los datos considerados.

Estos dos factores también se traducen en la contemplación de incertidum-

bre no sólo debida a los propios datos o su estructura, sino también asociada a

las fuentes de procedencia. Estos datos serán aportados por fuentes externas a la

empresa. Por esto, no se podrá controlar el proceso de adquisición de los mis-

mos y, en la mayorı́a de los casos, ni siquiera se conocerá el proceso en sı́. De

esta forma, estos datos presentarán una calidad menor a los internos o, cuando
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menos, desconocida como para considerarlos al mismo nivel. Los sistemas de-

berán hacer frente a este hecho permitiendo controlar estos casos e integrar los

datos controlando la incertidumbre que tengan asociada.

En la actualidad, este tipo de sistemas se están aplicando a otros campos del

conocimiento que presentan unos dominios más complejos. Uno de estos campos

son los datos médicos. Este dominio no está tan fuertemente estructurado y su

modelización dentro de sistemas de ayuda a la decisión es complicada, llegando

a no poder representarse todos los detalles ( [PJ98]). En estos casos de dominios

más complejos se debe disponer de una gran flexibilidad a la hora de modelar las

dimensiones de los datacubos. Las relaciones jerárquicas no son tan claras como

en otros problemas y normalmente se definen de forma imprecisa.

Otra fuente importante de información para los procesos de toma de deci-

siones vendrá de expertos. Serı́a interesante poder modelar los datos aportados

por estos al proceso de forma que se integre con el resto de los datos. Lo humanos

tenemos una capacidad muy alta para trabajar con información imprecisa y, en la

mayorı́a de los casos, la información que nos aporten los expertos vendrá susten-

tada en conceptos ambiguos que para nosotros es fácil de entender pero complica-

do de modelar utilizando modelos matemáticos clásicos. Por esto, su integración

con el resto de las fuentes implicará la incorporación de conceptos vagamente

definidos que de forma intuitiva se entienden pero cuya relación con el resto de

los datos considerados será imprecisa.

En cualquier caso, el acceso a esta información ha de ser de la forma más flex-

ible posible de cara al usuario (11a regla de Codd para sistemas OLAP, [Cod93]).

Este tipo de acceso normalmente no podrá ser previsto de tal forma que los sis-

temas deben de permitir una gran libertad para el usuario. Además, normalmente

este no será una persona con grandes conocimientos informáticos o sobre los mod-

elos matemáticos subyacentes. Esto hace que los sistemas deban dar un acceso

intuitivo a la información y al moviendo por ella. En el caso de considerar la im-
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precisión, los sistemas serán aún más complejos debido a los mecanismos para

manejarla. Por esto mismo, en estos sistemas será incluso más importante dar un

acceso intuitivo que oculte la complejidad subyacente.

Las primeras propuestas de modelos de datos para manejar esta información

de cara al usuario fueron extensiones del modelo relacional utilizado en las bases

de datos ( [GCB+97]). Pero se vio que este modelo no se adaptaba a las necesi-

dades de los tipos de análisis agrupados bajo la metodologı́a OLAP ( [Tho97]). El

modelo multidimensional surgió como solución, proponiéndose múltiples prop-

uestas ( [AGS95, Kim96, CT97, CT98, DT99]). Estos modelos daban un acce-

so más intuitivo y más flexible a los datos que almacenaban. Sin embargo, las

primeras propuestas no contemplaban la posibilidad del manejo de información

imprecisa o la incertidumbre. Seguı́an proponiendo estructuras muy rı́gidas para

la representación de los dominios.

Algunos modelos en este sentido han sido propuestas en los últimos años

( [Dyr96, PJD01, JKPT04, AK03, Lau02, EGY04]). Los modelos propuestos in-

corporan el tratamiento de la imprecisión y/o incertidumbre en diferentes aspec-

tos. Sin embargo, ninguno de los modelos propuestos propone mecanismos para

la incorporación de información aportada por expertos. Un problema más impor-

tante que presentan es que la complejidad del manejo de imprecisión no queda

oculta de cara al usuario, lo que hace los modelos difı́ciles de entender. Esto se

debe a que la mayorı́a de ellos están pensados para utilizarse como soporte de

datos para otros procesos automáticos.

Las técnicas de extracción de conocimiento o data mining también pueden

ser herramientas útiles. Se trata de de métodos basados en inteligencia artificial

y/o estadı́stica que buscan patrones entre grandes cantidades de datos. De esta

forma, su objetivo es extraer información no trivial que se encuentra almacenada

en una base de datos. Una de las maneras más habituales de mostrarla al usuario es

mediante reglas de la forma si se cumple X entonces se también se da Y, conocidas
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como reglas de asociación.

Estas técnicas necesitan trabajar sobre datos integrados, consistentes y so-

bre los que previamente se ha aplicado una limpieza ( [FPSSU96]). Por esto,

en los últimos años se han propuesto nuevos métodos que trabajan sobre dat-

acubos ( [HCC+97, NH94, EKS97, HCC98, KHC97, Zhu98]), dando origen a lo

que se ha denominado OLAP Mining u OLAM. Integrar datos provenientes de

múltiples fuentes, como pueden ser expertos, ayudarı́an a enriquecer los resulta-

dos obtenidos.

Algunas de estas técnicas se han adaptado para trabajar sobre los modelos con

tratamiento de la imprecisión antes comentados ( [AK03, Lau03b]). Cuando esta

imprecisión se modela mediante la lógica difusa, estas técnicas se conocen como

OLAM difuso o Fuzzy OLAM ( [LBMD01]).

Las técnicas de extracción de reglas de asociación suelen tener el problema

de obtener un conjunto muy numeroso de reglas. Esto hace que sea complicado

por parte del usuario el interpretarlas. Las técnicas de inducción orientada por

atributos utilizan taxonomı́as para reducir el número de reglas obtenidas. En el

caso de basarlas en DataCubos, las jerarquı́as definidas en las dimensiones podrı́an

cumplir la misma función. Además, utilizar conceptos más cercanos al usuario en

la reglas ayudarı́a a su interpretabilidad. Sin embargo, como hemos comentado,

estos conceptos pueden estar definidos de forma imprecisa. Para poder utilizarlos

en el proceso necesitarı́amos un modelo multidimensional capaz de representarlos.

Objetivos: Con estos planteamientos, lo que nosotros proponemos en esta memo-

ria es un modelo multidimensional que ayude a modelar esta información mal

definida. Para ello utilizaremos la lógica difusa, que ha sido ampliamente utiliza-

da para trabajar con datos que presentan imprecisión e incertidumbre. Mediante la

lógica difusa, desarrollaremos un modelo que permita una representación flexible

que se adapte a las necesidades del decisor, incorporando información de múlti-
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ples fuentes.

El conocimiento de los expertos puede ser una fuente muy interesante a uti-

lizar en este tipo de análisis. Por ello, facilitaremos la integración de esta infor-

mación dando mecanismos para incorporar la definición de las estructuras de una

manera cercana al experto. A este modelo también lo dotaremos de mecanismos

de respuesta a consultas que presenten la información de forma intuitiva para el

usuario, aislándolo de la complejidad de los mecanismos internos. Sobre esta es-

tructura, propondremos un método de extracción de reglas de asociación capaz

de tratar con esta estructura imprecisa y orientado a reducir la complejidad del

resultado final.

Más concretamente, los puntos a tratar serán:

Desarrollar un modelo multidimensional que maneje imprecisión en toda la

estructura y funcionamiento:

• En los hechos, de tal manera que pueda representar y trabajar con

la imprecisión propia de los valores ası́ como la proveniente de las

fuentes. Con ello pretendemos facilitar la integración de hechos prove-

nientes de múltiples fuentes.

• En las dimensiones, permitiendo la definición de múltiples jerarquı́as

con la posibilidad de modelar imprecisión entre los elementos que las

definen. En algunos caso esta imprecisión vendrá por la incertidum-

bre en las relaciones que unan los elementos. En otros, se deberá al

modelado de conceptos vagamente definidos que introducen esta im-

precisión al relacionarlos con el resto de los datos. Como en el caso

anterior, cuanto más flexibles sean las estructuras de las jerarquı́as más

fácil será integrar datos provenientes de esquemas con incompatibili-

dades.

• El modelo debe soportar la integración de información proporcionado
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por usuario y/o expertos de la manera más directa posible. La informa-

ción puede venir en forma de conceptos definidos de forma imprecisa

o en las mismas relaciones entre elementos precisos o que presenten

imprecisión.

• Dar un conjunto de operaciones suficientemente amplio como para dar

soporte a los análisis más habituales de los modelos multidimension-

ales. Estas operaciones deben trabajar con la imprecisión del modelo,

dando como resultado un datacubo (el conjunto de operaciones debe

ser cerrado).

• Toda la complejidad en el modelo para el manejo de la imprecisión e

incertidumbre debe ser lo más transparente posible de cara al usuario

final. Por esto, deben de desarrollarse mecanismos de representación

de la información imprecisa para representar los resultados de consul-

tas sobre los datacubos imprecisos. En la mayor parte de los casos,

una representación gráfica de un resultado será más intuitiva que una

numérica, sobre todo a los hora de comparar resultados. Por esto, el

modelo debe de disponer de algún mecanismo de representación gráfi-

ca de los resultados.

Sobre esta estructura, proponer una técnica de extracción de conocimiento

mediante reglas de asociación con las siguientes caracterı́sticas:

• Trabajo sobre la estructura multidimensional comentada antes, de tal

manera que trabaje sobre la estructura de datacubo difuso.

• El método debe considerar los múltiples niveles de las dimensiones,

permitiendo mezclar en una misma regla elementos definidos a difer-

entes niveles conceptuales.

• Como en el caso del modelo multidimensional, el proceso de extrac-

ción debe estar orientado a obtener resultados lo más intuitivos posi-
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bles para el usuario que los va a interpretar. De esta forma, deberá con-

trolar la complejidad del resultado, intentando reducirla si es demasi-

ado elevada. Para ello, deberemos identificar los factores que influyan

en la complejidad del resultado y proponer un mecanismo para abor-

darlos.

Estructura de la memoria: En el siguiente capı́tulo presentaremos los con-

ceptos básicos sobre los que se fundamentan el trabajo de investigación realiza-

do. Comenzaremos presentando la Teorı́a de Subconjuntos Difusos. Veremos los

principales conceptos que posteriormente utilizaremos para la definición de un

modelo multidimensional difuso. La parte final del capı́tulo está dedicada a el Da-

ta Warehousing y la tecnologı́a OLAP. Veremos las caracterı́sticas de este tipo de

sistemas y la necesidad que tienen de utilizar otros modelos de manipulación de

datos. El principal es la visión multidimensional de los datos. Tras presentarlo, in-

troduciremos algunas de las formalizaciones que se han realizado. Concluiremos

este apartado con otras alternativas dentro de los modelos multidimensionales que

se han desarrollado para tratar la imprecisión en diferentes aspectos.

El capı́tulo 3 entraremos de lleno en el modelo que proponemos que auna

la visión multidimensional de datos con el tratamiento de información imprecisa

haciendo uso de la lógica difusa. Haremos una formalización de la estructura y las

operaciones.

Posteriormente, una vez definida la estructura, presentaremos el proceso de

extracción de reglas propuesto sobre el modelo multidimensional difuso. Comen-

zaremos presentando algunos conceptos básicos de minerı́a de datos y reglas de

asociación. Posteriormente formalizaremos el método y presentaremos un estudio

sobre su funcionamiento aplicado a datos reales de diferentes dominios.

En el capı́tulo 5 recogemos varios ejemplos de datacubos difusos definidos uti-

lizando datos reales. En el último capı́tulo se recogen las principales conclusiones
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de la investigación realizada y las futuras actuaciones para continuarla.

El apéndice A está dedicado a presentar el sistema F-Cube Factory. Se tra-

ta de un servidor OLAP que implementa los resultados de la presente memoria.

Haremos una introducción a su arquitectura y veremos brevemente sus principales

funcionalidades.
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Capı́tulo 2

Conceptos previos

No hay una manera correcta de equivocarse

LEY DE IRENE

Ley de Murphy

En este capı́tulo presentaremos los conceptos sobre los que se cimienta el

trabajo de investigación realizado. Comenzaremos presentando la Teorı́a de Con-

juntos Difusos, dado que será una de las herramientas que utilizaremos para el

desarrollo del modelo. El siguiente apartado se dedica a los conceptos básicos de

Data warehousing y OLAP donde se encuadra la investigación.

2.1. Teorı́a de Conjuntos Difusos

En la presente memoria abordaremos el problema de la representación de la

imprecisión en un modelo multidimensional. En el pasado se han propuesto múlti-

ples aproximaciones a este problema en otros ámbitos cercanos (p.e. modelos de
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bases de datos relaciones) mediante el uso de la Teorı́a de Conjuntos Difusos

( [Zad65]). Nosotros seguiremos un enfoque similar.

En este apartado realizaremos una pequeña introducción a la teorı́a de con-

juntos difusos para aclarar conceptos que posteriormente utilizaremos y fijar no-

tación y representaciones. Esta introducción no pretende ser exhaustiva sino una

presentación de los principales conceptos. Para mayor detalle véase [KY95].

2.1.1. Conjuntos y Bolsas Difusas

La noción de pertenencia de un elemento a un conjunto está muy ligada al

cumplimiento por dicho elemento de la propiedad que define al conjunto. De esta

forma se puede ver una propiedad como una función que, a cada elemento del

universo de discurso U , le asigna un valor en el conjunto {0,1}. Si un elemento

pertenece al conjunto, es decir, cumple la propiedad, el valor asignado será 1. En

caso contrario, 0. Con esto, una propiedad P determina un conjunto SP formado

por los elementos:

SP = {u ∈ U/P (u) = 1} (2.1)

La Teorı́a de Conjuntos Difusos extiende esta definición. Ahora se sigue con-

siderando las propiedades como funciones sobre el universo U , pero cuya imagen

será el intervalo cerrado [0,1]. Una propiedad, P̃ , de estas caracterı́sticas se de-

nominará difusa y determinara un conjunto con la siguiente expresión:

S
�P

= {< u, i > /P̃ (u) = i ∧ u ∈ U ∧ i ∈ [0, 1]} (2.2)

Definición 2.1 Conjunto de elementos cada uno de los cuales tiene asociado un

nivel de pertenencia al mismo en el intervalo [0,1].

Para un conjunto difuso F, este grado de pertenencia de cada elementos ven-

drá determinado por la función de pertenencia µF cuya expresión será:

µF : U → [0, 1] (2.3)
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que para cada u ∈ U nos dará el grado con que este elemento pertenece al con-

junto.

Cuando U es finito, U = {x1, x2, ..., xn}, podemos establecer un conjunto

difuso F mediante la notación siguiente:

F = µF (x1)/x1 + µF (x2)/x2 + ... + µF (xn)/xn =
∑

i

µF (xi)/xi (2.4)

El conjunto de todos los posibles subconjuntos difusos que se puede definir

sobre un universo U , las partes difusas, se denomina P̃(U).

Definición 2.2 El soporte de un conjunto difuso F definido sobre U es el conjunto

de elementos con pertenencia mayor que 0 (Soporte(F ) = {u ∈ U/µF (u) >

0}), es decir, todos aquellos elementos que pertenecen en algún grado al conjunto.

Si esta definición la restringimos a aquellos elementos con pertenencia igual

a 1, tendrı́amos el núcleo del conjunto.

Definición 2.3 El núcleo de un conjunto difuso F definido sobre U es el con-

junto de todos los elementos con pertenencia igual a 1 (Nucleo(F ) = {u ∈
U/µF (u) = 1}).

Diremos que un conjunto difuso está normalizado si:

supxµF (x) = 1 (2.5)

En algunas ocasiones puede ser interesante no sólo saber los elementos que

pertenecen en algún grado, sino aquellos que lo hacen cuando menos en un valor

umbral determinado α. Estos conjuntos se denominan α-cortes.

Definición 2.4 Sea α ∈ [0, 1], el α-corte del conjunto F será el conjunto de todos

los elementos tales que su pertenencia sea mayor o igual que α (Fα = {u ∈
U/µf (u) ≥ α}).
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Otro tipo de agrupación de elementos es el multiset, también conocido como

bolsa. En este caso se trata una agrupación de valores donde estos pueden aparecer

repetidos, ed decir, existe más de una ocurrencia de un mismo elemento. Una bolsa

viene caracterizada por la función card.

Definición 2.5 Sea E una bolsa definida con el dominio Dx. La función card se

define como

cardE : Dx → N (2.6)

donde, ∀x ∈ Dx, cardE(x) representa el número de repeticiones del elemento x

en la bolsa E.

Este concepto de bolsa fue extendido por Yager ( [Yag86]) al campo difuso.

Siendo I = [0, 1], una bolsa difusa sobre el dominio Dx se caracteriza por una

bolsa sobre el dominio Dx × I . De esta manera, la función card recibirı́a como

parámetros dos valores: un elemento, x, del dominio Dx y un valor entre 0 y 1, µ.

El valor devuelto en este caso representarı́a el número de ocurrencias del elemento

x con grado de pertenencia µ en la bolsa difusa.

Veamos un ejemplo: sea Dx = {a, b, c, d} y la bolsa E={0′2/a, 0′5/b, 0′1/b,

0′2/a, 0′3/a, 0′7/d}. Esta bolsa tiene tres copias el elemento a con grados 0’2, 0’2

y 0’3. De esta forma card(a, 0′2) = 2, indicando que el elemento a aparece dos

veces con grado 0’2, y card(a, 0′3) = 1, indicando en este caso que el elemento

sólo aparece una vez con grado 0’3.

Al conjunto de todas las posibles bolsas difusas que se pueden definir sobre

el dominio Dx lo notaremos como B̃(Dx). El concepto que hemos introducido

de α-corte para conjunto difusos tiene la misma aplicación para las bolsas, salvo

que en este caso un α-corte podrá ser una bolsa difusa, es decir, pueden aparecer

elementos repetidos.

Hemos introducido una extensión de las bolsas al campo difuso. En la liter-

atura se pueden encontrar múltiples extensiones dando lugar a las bolsa difusas o
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multisets ( [Bli89, Knu81, Lak76, KSK96, DMBSV03]), con sus correspondientes

operaciones.

La razón de introducir las bolsas difusas se debe a que el resultado de una

consulta sobre un atributo en el que se pueden repetir valores es una bolsa. En

el caso de trabajar con valores difuso, este conjunto será una agrupación del tipo

bolsa difusa que hemos presentado.

En la siguiente sección presentamos las operaciones habituales sobre los con-

juntos difusos. En el caso de las bolsas difusas, las operaciones caen fuera del

ámbito de esta memoria.

2.1.2. Operaciones sobre conjuntos difusos

Al igual que se ha extendido el concepto de conjunto, también debemos de

extender las operaciones habituales sobre conjuntos para poder aplicarlas sobre

conjuntos difusos.

Antes de poder introducir la intersección entre conjuntos difusos necesitamos

presentar la definición de la t-normas.

Definición 2.6 Se denomina t-norma a toda función t : [0, 1] × [0, 1] → [0, 1]
que verifica las siguientes propiedades:

1. t(α, 1) = α,∀α ∈ [0, 1] (Frontera).

2. β ≤ γ ⇒ t(α, β) ≤ t(β, γ),∀α, β, γ ∈ [0, 1] (Monotonı́a).

3. t(α, β) = t(β, α),∀α, β ∈ [0, 1] (Conmutativa).

4. t(α, t(β, γ)) = t(t(α, β), γ),∀α, β, γ ∈ [0, 1] (Asociativa).

A una función de este tipo la notaremos como ⊗.

Las t-normas representan el operador tipo y para la lógica difusa. Yager (

[Yag93a, Yag93b]) presenta dos familias de operadores que caracterizan este com-
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Nombre Expresión

Mı́nimo t(a, b) = min(a, b)
Producto t(a, b) = a · b

Lukasiewicz t(a, b) = max(0, a + b − 1)

Intersección drástica t(a, b) =


a si b = 1
b si a = 1
0 en otro caso

Cuadro 2.1: Ejemplo de t-normas

portamiento. Se trata de los operadores MOM y MAM. Estos últimos agrupan a

las funciones que presentan el comportamiento de la agregación tipo y-lógico.

Definición 2.7 Sea H una función definida como

H : B̃(I) → I (2.7)

es un operador tipo MAM si cumple las siguientes propiedades:

1. Si A ≥ B entonces H(A) ≥ H(B).
2. Si D = A

⋃
B entonces H(A) ≥ H(D).

3. Si D = A
⋃

1 entonces H(A) = H(D).

En [Yag93a] Yager muestra cómo estos operadores tipo MAM son una general-

ización de la agregación tipo y.

Utilizando una t-norma t, la intersección de conjuntos difusos tendrı́a una fun-

ción de pertenencia con la siguiente expresión:

µA∩B(u) = t(µA(u), µB(u)) = µA(u) ⊗ µB(u),∀u ∈ U (2.8)

De igual forma, para la unión de conjuntos difusos nos tenemos que basar en

una función auxiliar. En este caso se trata de las t-conormas.
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Nombre Expresión

Máximo u(a, b) = max(a, b)
Suma algebraica u(a, b) = a + b − ab

Lukasiewicz u(a, b) = min(1, a + b)

Unión drástica u(a, b) =


a si b = 0
b si a = 0
1 en otro caso

Cuadro 2.2: Ejemplo de t-conormas

Definición 2.8 Se denomina t-conorma a toda función u : [0, 1] × [0, 1] → [0, 1]
que verifica las siguientes propiedades:

1. u(α, 0) = α,∀α ∈ [0, 1] (Frontera).

2. β ≤ γ ⇒ u(α, β) ≤ u(β, γ),∀α, β, γ ∈ [0, 1] (Monotonı́a).

3. u(α, β) = u(β, α),∀α, β ∈ [0, 1] (Conmutativa).

4. u(α, u(β, γ)) = u(u(α, β), γ),∀α, β, γ ∈ [0, 1] (Asociativa).

A una función de este tipo la notaremos como ⊕.

En este caso, las t-conormas representan el comportamiento de las agrega-

ciones tipo o. Los operadores MOM antes comentados son una generalización de

este tipo de operadores.

Definición 2.9 Sea G una función definida como

G : B̃(I) → I (2.9)

es un operador tipo MOM si cumple las siguientes propiedades:

1. Si A ≥ B entonces G(A) ≥ G(B).
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2. Si D = A
⋃

B entonces G(D) ≥ G(A).
3. Si D = A

⋃
0 entonces G(A) = G(D).

En [Yag93a] Yager muestra cómo estos operadores tipo MOM son una gener-

alización de la agregación tipo o. Puede observarse que la diferencia entre los

operadores MAM y MOM radica en cual es el elemento neutro en la agregación.

En el primer caso este elemento es el valor 1. En el segundo se considera el 0.

Basándonos en las t-conormas, la unión de conjuntos difusos tendrı́a la expre-

sión

µA∪B(u) = t(µA(u), µB(u)) = µA(u) ⊕ µB(u),∀u ∈ U (2.10)

La última función que nos queda por presentar es el complementario de un

conjunto. Para hacerlo necesitamos un operador de negación.

Definición 2.10 Se denomina negación a toda función c : [0, 1] → [0, 1] que

verifique las siguientes propiedades:

1. c(0) = 1 y c(1) = 0 (Frontera).

2. α ≤ β ⇒ c(α) ≥ c(β),∀α, β ∈ [0, 1] (Monotonı́a).

En muchas situaciones es deseable exigir más propiedades a las negaciones:

1. c es continua.

2. c(c(α)) = α,∀α ∈ [0, 1] (Involutiva).

Con esta función, el conjunto complementario de un conjunto difuso F serı́a:

µ¬F (u) = c(µF (u)),∀u ∈ U (2.11)
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Nombre Expresión

Estándar c(a) = 1 − a

Umbral c(a) =

{
1 si a < umbral

0 si a ≥ umbral

Cuadro 2.3: Ejemplo de negaciones

2.1.3. Principio de extensión

La Teorı́a de Conjuntos Difusos aporta un método para extender la operacio-

nes sobre conjuntos normales al caso difuso. Es lo que se conoce como el Princi-

pio de Extensión de Zadeh ( [Zad75a]).

Definición 2.11 Sea f : U1 ×U2 × ...×Un → Y una función donde Ui, i = 1..n,

e Y son universos de referencia. Sean también F1, F2,..., Fn conjuntos difusos

tales que Fi ⊆ Ui.

La extensión de la función f se define como la función f : P̃(U1) × P̃(U2) ×
... × P̃(Un) → P̃(Y), definida como y ∈ Y de la siguiente manera:

(f(F1, F2, .., Fn))(y) = sup(x1,...,xn)∈f−1(y){inf{µF1(x1), ..., µFn(xn)}}
(2.12)

2.1.4. Número difuso

Uno de los tipos de conjuntos difusos de mayor relevancia son los definidos

sobre el conjunto R de los números reales, es decir, con función de pertenen-

cia µF : R → [0, 1]. Estos conjuntos difusos pueden capturar los conceptos de

números e intervalos aproximados, útiles en muchas aplicaciones. Por esto, intro-

ducimos el concepto de número difuso ( [Zad75a, Zad75b]).
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Definición 2.12 Un número difuso F es un subconjunto difuso de R que verifica

las siguientes propiedades:

1. La función de pertenencia es convexa, es decir

∀x, y ∈ R,∀z ∈ [0, 1], µF (z) ≥ min{µF (x), µF (y)} (2.13)

2. Fα es un intervalo cerrado de R para todo α ∈ (0, 1].
3. El soporte de F está acotado.

4. F está normalizado.

Casos particulares de números difusos son:

Los números reales (figura 2.1.a).

Intervalos de números reales (figura 2.1.b).

Valores aproximados (figura 2.1.c).

Intervalos aproximados o difusos (figura 2.1.d).

En la figura 2.2 presentamos una de las formas más habituales de representar

los números difusos. Lo que se utiliza es una función trapezoidal que se puede

caracterizar por 4 parámetros. De forma genérica, un número difuso se puede

definir como una función por partes.

Definición 2.13 Un conjunto difuso F será un número difuso si y sólo si existe

un intervalo cerrado [a, b] �= ∅ tal que

µF (x) =


1 si x ∈ [a, b]

l(x) si x ∈ (−∞, a)
r(x) si x ∈ (b,∞)

(2.14)

donde l : (−∞, a) → [0, 1] que es monótona creciente, continua por la derecha, y

tal que l(x) = 0 para x ∈ (−∞, ω1); r : (b,∞) → [0, 1], monótona decreciente,

continua por la izquierda y tal que r(x) = 0 para x ∈ (ω2,∞).
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Figura 2.1: Ejemplos de números difusos

Figura 2.2: Número difuso trapezoidal
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La demostración cae fuera del ámbito de esta introducción. Puede consultarse

en [KY95]. Las operaciones aritméticas habituales sobre números reales se extien-

den a los números difusos mediante el Principio de Extensión antes presentado

(sección 2.1.3).

2.1.5. Variables lingüı́sticas

El concepto de número difuso se puede utilizar para la definición de variables

cuantitativas difusas, donde los posibles valores que puede tomar son números

difusos. En el caso de que estos valores representen expresiones lingüı́sticas sobre

el dominio (p.e. alto, bajo, muy bajo, etc.) estas construcciones son denominadas

variables lingüı́sticas ( [Zad75a, Zad75b]).

Una variable lingüı́stica expresa mediante términos lingüı́sticos, interpretados

como números difusos, una variable base (p.e. temperatura, presión, altura, etc.).

Definición 2.14 Una variable lingüı́stica está caracterizada por una quı́ntupla

(X, T (X),U , G, M), en la que:

X es el nombre de la variable.

T (X) es el conjunto de valores lingüı́sticos o etiquetas lingüı́sticas de X .

Cuando los elementos de T (X) tienen una sola palabra se denominan

términos atómicos. En caso contrario se habla de términos compuestos.

U es el universo de discurso de la variable.

G es una regla sintáctica (normalmente en forma de gramática) que deter-

mina la forma de generar valores T (X),

M es una regla semántica que asocia a cada elemento de T (X) su signifi-

cado. Para cada valor L ∈ T (X), M(L) será un subconjunto difuso de

U .
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Figura 2.3: Ejemplo de variable lingüı́stica sobre la altura

Un ejemplo de variable lingüı́stica para abordar la altura se puede ver en

la figura 2.3. En este ejemplo, el conjunto de etiquetas que consideramos serı́a

T (X) = {Muy bajo, Bajo, Mediano, Alto, Muy alto}.

En una variable lingüı́stica, el conjunto de etiquetas lingüı́sticas agrupan los

valores del dominio subyacente, construyendo una jerarquı́a sobre este. Una propiedad

importante asociada al número de etiquetas que utilizamos es la granularidad:

Una granularidad alta (coarse) se corresponde con un número bajo de eti-

quetas. El dominio está poco particionado y tiene el inconveniente de que

se pueda perder expresividad.

Por el contrario, una granularidad fina (fine) se asocia con un número alto

de etiquetas. Una granularidad demasiado baja puede provocar un aumento

de la complejidad en la descripción del dominio.

El análisis de la granularidad en la representación de la información mediante

etiquetas es un problema muy común en áreas de conocimiento tales como las

bases de datos y los sistemas de ayuda a la decisión ( [DVV93a]).
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Al trabajar con etiquetas a veces no se realiza a nivel del conjunto de referen-

cia, sino directamente sobre la etiquetas. En estos casos, se precisan operaciones

que, recibiendo como argumento etiquetas de los conjuntos de referencia, el re-

sultado sea a su vez una etiqueta (no forzosamente de alguno de los conjuntos

de partida). A la hora de operar con etiquetas lingüı́sticas se puede presentar el

problema de que tenemos que contemplar el uso de conjuntos de etiquetas con

granularidades distintas. El problema se puede abordar desde dos puntos de vista:

Trabajar al nivel de granularidad mayor (coarsest) de tal forma que las eti-

quetas de menor granularidad son traducidas a etiquetas de mayor grano.

Trabajar al nivel más fino (finest). En este caso es justo al contrario, dado

que convertimos las etiquetas de mayor grano a menor para operar.

Ambos enfoques tienen sus ventajas e inconvenientes y su elección dependerá de

cada caso concreto. Para un estudio en más profundidad de las operaciones entre

etiquetas véase [DVV93b]. Para abordar estos problemas se han propuesto mode-

los de representación de información lingüı́stica más complejos ( [ML99]).

2.1.6. Agregación de información difusa

A la hora de trabajar con datos, en muchas ocasiones es necesarios agregarlos

para obtener información a menor nivel de detalle. En estos procesos se requieren

funciones que realicen dicha agregación. En esta sección veremos algunas de ellas.

En los siguientes puntos comenzaremos presentando algunos mecanismos de

agregación de información. Comenzaremos presentando la familia de operadores

OWA y una extensión del mismo que hemos desarrollado. Posteriormente vere-

mos una extensión de los operadores clásicos de agregación de bases de datos (p.e.

suma, media, etc.) propuesta por Rundensteiner y Bic ( [RB89]) y la adaptación

de los mismos para utilizarlos en el modelo multidimensional difuso.
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Los resultados de estas agregaciones suelen ser complicados de interpretar

para un usuario dado que el resultado viene expresado mediante conjuntos difusos.

Por ello, presentaremos una propuesta ( [BSSV03]) para obtener un resumen en

forma de expresión lingüı́stica que sea más fácil de interpretar.

2.1.6.1. Familia de Operadores OWA

En esta sección presentaremos brevemente la familia de operadores OWA

propuesta por Yager ( [Yag88]). En el capı́tulo 3 utilizaremos una extensión de

este operador para trabajar sobre las relaciones jerárquicas. A continuación lo pre-

sentamos junto a algunas de sus principales propiedades y en los siguientes puntos

realizaremos una extensión del mismo para dar respuesta a nuestras necesidades

particulares.

La familia OWA representa una clase de operadores de agregación parametriz-

ables que incluyen el máximo, mı́nimo y la media. La capacidad que tienen para

modelar diferentes agregaciones han hecho que se hayan utilizado en múltiples

áreas como son la toma de decisiones, reconocimientos de patrones, recuperación

de información, etc.

Lo primero que necesitamos para un operador OWA es saber qué se entiende

por vector de pesos.

Definición 2.15 Un vector v = [v1, ..., vn] es un vector de pesos de dimensión n

si y solo si vi ∈ [0, 1] y
∑

i vi = 1.

Con esta definición ya podemos presentar la familia propiamente dicha.

Definición 2.16 Siendo w un vector de pesos de dimensión n, la función OWAw :
Rn → R es un operador de media ordenada ponderada (OWA) de dimensión n si

OWA(a1, ..., an) =
∑

i

wiaσi (2.15)
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donde {σ1, ..., σn} es una permutación tal que aσi−1 ≥ aσi para todo i ∈ {2, ..., n}.

Dependiendo del vector de pesos que utilicemos, el comportamiento del ope-

rador será distinto. Si w1 = 1 y wi = 0 para i ∈ {2, ..., n}, el resultado será el

máximo de los valores contemplados. Desde un punto de vista lógico, la inter-

pretación serı́a quedarse con el mayor grado de cumplimiento, es decir, buscar

que al menos uno cumpla la propiedad correspondiente (O-lógico). Si por el con-

trario tenemos, wn = 1 y wi = 0 para i ∈ {1, ..., n− 1}, el comportamiento serı́a

quedarse con el menor grado con el que se cumple la propiedad (Y-lógico).

Definición 2.17 Para un operador OWA con vector de pesos w definimos la fun-

ción α : [0, 1]n → [0, 1] como

α(w) =
1

n − 1

n∑
i

(n − i)wi (2.16)

Esta función nos da una medida del carácter del operador: cuanto más cercano

es este valor a 1, más se asemeja el operador al comportamiento del O-lógico, si

por el contrario, este valor está cerca de 0, el comportamiento predominante será el

Y-lógico.

Para medir la cantidad de información que utiliza un operador OWA se utiliza

la medida de dispersión o entropı́a.

Definición 2.18 Dado un vector de pesos w, la dispersión o entropı́a del operador

OWA asociado es

disp(w) = −
∑

i

wilnwi (2.17)

Como ya hemos comentado, este operador ha sido ampliamente utilizado y

se han realizado extensiones del mismo para representar la importancia o pesos

en las fuentes de los valores ( [Yag98, Tor97, SM99]), agregación de información
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lingüı́stica sin ( [FH93, FH96]) y con pesos en las fuentes ( [Tor97]). Ninguna de

estas propuestas satisface nuestros requerimientos (Sección 3.4). En los siguientes

puntos presentaremos una extensión de este operador.

2.1.6.2. OWA Difuso

En nuestro modelo lo que necesitaremos será agregar etiquetas lingüı́sticas y

valores concretos de una manera eficiente (Sección 3.4). Por esto, necesitamos

extender el comportamiento de la familia de operadores OWA para que pueda

trabajar sobre valores difusos, y más concretamente, sobre números difusos suby-

acentes a las etiquetas.

Una de las caracterı́sticas más importante de los operadores OWA es la orde-

nación que se debe realizar de los valores para realizar la media ponderada. En el

caso difuso, tendremos también que realizar la ordenación de valores. Este prob-

lema ha sido ampliamente tratado en la literatura, existiendo múltiples propuestas

( [DVV98, BD85]). Ası́ pues, con cada método que utilicemos, obtendremos una

familia de operadores OWA difusos distinta.

Definición 2.19 Siendo w un vector de pesos de dimensión n, y OM un método de

ordenación de números difusos, la función ÕWA
OM

w : R̃n → R̃ es un operador

de media ponderada difuso (FOWA) de dimensión n si

ÕWA
OM

(ã1, ..., ãn) =
⊕

i

wiãσi (2.18)

donde {σ1, ..., σn} es una permutación tal que ãσi−1 ≤OM ãσi para todo i ∈
{2, ..., n} y

⊕
es la suma extendida.

La caraterización de estos operadores (α) no varı́a en su definición, dado que

ésta dependen del vector de pesos (w) que no se ha visto modificado al extenderlo

a valores difusos.
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2.1.6.3. Operador AOM
β

Uno de los problemas que presenta los operadores OWA es la definición del

vector de pesos a utilizar. Se han propuesto algunas técnicas para aprender los pe-

sos basándose en ejemplos del comportamiento que se quiere reproducir ( [Tor02]).

Si lo que se quiere reproducir es el comportamiento lógico de la función (el valor

de la función α) serı́a interesante poder obtener los pesos que se deberı́an asociar a

la función. En nuestro caso, al tratar con las relaciones en la jerarquı́as, el número

de elementos que agregar será diferente de un camino a otro en la jerarquı́a y lo

que quedremos reproducir es el comportamiento de Y-lógico u O-lógico. En este

punto presentamos un operador FOWA simple que hemos desarrollado en el que

los pesos se definen en función del comportamiento que se desea obtener. Este

operador lo llamaremos AOM
β .

Definición 2.20 Un operador de agregación AOM
β será una función AOM

β : ˜[0, 1]
n
→˜[0, 1] definida como

AOM
β (a1, ..., an) = ÕWA

OM

w (a1, ..., an) (2.19)

donde w1 = β, wn = 1 − β, y wi = 0 para todo i ∈ {2, ..., n − 1}.

Propiedad 2.1 Un operador AOM
β es un operador OWA con α(w) = β.

Demostración. El vector de pesos correspondiente al operador AOM
β es w =

[w1, ..., wn] tal que w1 = β y wn = 1 − β, teniendo el resto de los pesos a cero.

Si calculamos el valor de α(w) obtenemos

α(w) = 1
n−1

∑n
i (n − i)wi=

= (n−1)w1+(n−2)w2+...+1wn−1+0wn

n−1 =

= (n−1)β+(n−2)0+...+1·0+0(1−β)
n−1 = (n−1)β

n−1 = β

Este operador presenta una propiedad que nos resulta muy útil
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Propiedad 2.2 Dados dos operadores de agregación, AOM
β sobre n valores y

A
′OM
β′ sobre m valores, entonces α(AOM

β ) = α(A
′OM
β ) = β,

es decir, fijando el valor de β se sabe cómo se comportará el operador independi-

ente del número elementos para el que se defina.

Dependiendo del valor de β, el operador tendrá un comportamiento más cer-

cano al O-lógico o el Y-lógico. Para notar que nos referimos a un operador de

agregación con un comportamiento más cercano al O-lógico escribiremos AOM
β .

Si, por el contrario, queremos notar que el comportamiento es más cercano al

Y-lógico, escribiremos AOM
1−β .

Definición 2.21 Dados dos operadores AOM
β y A′OM

β , diremos que son duales si

β′ = 1 − β.

Dado que el operador de agregación está definido utilizando un operador

OWA, podemos definir la dispersión asociada.

Definición 2.22 Dado un operador de agregación AOM
β , la dispersión disp(AOM

β )
tiene la expresión

disp(AOM
β ) = −βlnβ − (1 − β)ln(1 − β) (2.20)

Esta expresión se obtiene directamente del cálculo de la dispersión del opera-

dor ÕWA que utilicemos. La dispersión de este será

disp(w) = −∑
i wilnwi = −w1lnw1 − ... − wnlnwn =

−βlnβ − 0ln0 − ... − (1 − β)ln(1 − β) = −βlnβ − (1 − β)ln(1 − β).

Propiedad 2.3 Dados dos operadores de agregación, AOM
β sobre n valores y

A
′OM
β′ sobre m valores, si β = β′ o β = 1 − β′ entonces disp(AOM

β ) =
disp(A

′OM
β′ ).

La demostración es directa de la definición 2.22.
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2.1.6.4. Operadores de Rundensteiner y Bic adaptados

Rundensteiner y Bic ( [RB89]) propusieron un modelo relacional posibilista

al que dotaron de los operadores de agregación habituales (suma, máximo, mı́ni-

mo, media, conteo). Aunque se hace referencia a un modelo posibilista se puede

utilizar desde el punto de la lógica difusa debido a la equivalencia de ambas

( [Zad88]).

Para nuestro modelo multidimensional difuso necesitaremos un conjunto de

operaciones de agregación para realizar algunas de las operaciones (roll-up y

slice). Lo que proponemos es utilizar una adaptación de los operadores propuestos

por Rundensteiner y Bic.

Los autores definen varios tipos distintos de operadores de agregación depen-

diendo de la información con la que trabajan:

Agregación de consultas difusas sobre valores precisos. Se trata de agregar

valores cuyo dominio es preciso. La imprecisión viene dada por la consulta

que selecciona los valores que agregar.

Agregación de consultas precisas sobre valores difusos. Ahora se quiere

agregar información de naturaleza imprecisa (se centra en conjuntos difu-

sos) en donde la partición de los valores se hace mediante una propiedad

precisa (no existe imprecisión asociada a la selección de los valores a agre-

gar).

Agregación de consultas difusas sobre valores difusos. En este caso el do-

minio subyacente a los valores a los que aplicar el operador es difuso (pre-

senta imprecisión). La imprecisión puede también venir dada con la selec-

ción de los valores que agregar.

Los operadores se presentan basándose en un modelo de base de datos rela-

cional posibilista. Nosotros realizaremos la definición basada en el concepto de
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bolsa difusa que hemos presentado previamente.

En el caso del primer tipo de agregación (consulta difusa sobre valores pre-

cisos), se traduce en que tenemos un conjunto de elementos precisos que llevan

asociado un valor difuso dado por la evaluación de la consulta. Es decir, se puede

ver como una bolsa difusa definida sobre un dominio preciso. En este caso, la

definición de los operadores de agregación serı́a la siguiente.

Definición 2.23 Sea E una bolsa difusa defina sobre el dominio Dx. La apli-

cación del operador de agregación G sobre la bolsa E serı́a

fG(E) = {µG(y)/y|µG(y) = supα(G(Eα) = y)} (2.21)

De la definición se puede ver que el mecanismo de agregación es aplicar la

función que se desea aplicar (suma, media, máximo, mı́nimo, etc.) a cada alfa

corte de la bolsa difusa. La principal propiedad de esta definición es que es con-

sistente con los operadores normales en el caso preciso, es decir, si se aplica sobre

datos precisos el resultado es el mismo que el aplicar las funciones habituales

( [RB89]).

El segundo tipo de operador se define para agregar información en forma de

conjuntos difusos. En este caso, tendrı́amos para agregar conjunto difusos de la

forma ui = {µi1/ui1, ..., µin/uin}. La definición general de los operadores serı́a

la siguiente.

Definición 2.24 Sea E un bolsa definida sobre el dominio P̃(Dx) (el conjunto

de todos los posibles conjuntos difusos definidos sobre Dx). La aplicación del

operador de agregación f sobre la bolsa E serı́a

fG(E) = {u/y|∃u1i...umj(G({u1i, ..., umj}) = y ∧ u = min(µ1i, ..., µmj))}
(2.22)
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Como puede verse de la definición, lo que hace el operador es considerar todas

las posibles combinaciones de entre un elemento de cada uno de los conjuntos di-

fusos y aplicar el operador a cada uno de ellos, obteniendo el grado de pertenencia

como el mı́nimo de los grados de pertenencia de los valores en cada caso.

Veamos un ejemplo para entenderlo mejor: sea E={ {1’0/130}, {1’0/100,

0’9/110, 0’7/120}} y el operador a utilizar la suma. La aplicación de la operación

serı́a

fsuma(E) = {1′0/130} + {1′0/100, 0′9/110, 0′7/120} = {1′0/(100 +
130), 0′9/(110 + 130), 0′7/(120 + 130)} = {1′0/230, 0′9/240, 0′7/250}

Esta definición de operadores es consistente con la definición de las operacio-

nes de agregación en el caso preciso, como en el caso anterior.

Para el caso de la media, los autores definen dos maneras de aplicarlo que

no cumple con esta proposición general. En la primera considera realizar la apli-

cación de la suma como lo acabamos de realizar, y dividir el resultado aplicando

el conteo según el esquema primero. El problema que vemos a esta solución es

que el resultado puede no ser un conjunto difuso. La segunda realiza una media

ponderada donde los pesos son el valor de pertenencia de cada valor. Este segundo

enfoque es más simple y el principal inconveniente que le encontramos es que se

obtiene un valor preciso partiendo de los conjuntos difusos. Esta simplificación

eliminando imprecisión no nos parece la más adecuada. Por eso, nuestra elección

ha sido seguir el esquema general de operadores que (1) el resultado es un con-

junto difuso (por lo que las operaciones serı́an cerradas) y (2) realiza un manejo

de la imprecisión, considerándola para futuras agregaciones.

En el último caso de agregaciones (consultas difusas sobre valores difusos) se

refiere a la agregación como en el caso anterior pero tratándose de agregar una

bolsa difusa en el que cada elemento es un conjunto difuso. Rundensteiner y Bic

proponen establecer un umbral para agregar sólo aquellos conjuntos difusos con
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grado de pertenencia superior al umbral prestablecido. Este enfoque realiza una

simplificación eliminando imprecisión de los datos subyacentes.

Lo que tendremos para agregar será una bolsa difusa de la forma E={µ1/u1,

..., µm/um}, en la que cada elemento será un conjunto difuso de la forma ui={µi1/ui1,

..., µin/uin}. De esta forma, cada elemento individual a agregar tendrı́a la forma

µi/{µi1/ui1, ..., µin/uin}. Lo que nosotros proponemos es combinar el grado de

certeza µi con el conjunto difuso para obtener otro que incluya ambas. En concre-

to, cada nuevo elemento serı́a u′
i={min(µi1, µi)/ui1, ..., min(µin, µi)/uin}, de

tal forma que realizarı́amos la agregación sobre la bolsa E′={u′
1, ..., u′

m}, que se

reduce a aplicar la definición de operadores para el caso anterior.

De esta forma, tenemos un conjunto de operaciones de agregación cerradas (el

resultado de una agregación se puede agregar utilizando alguno de los operadores

definidos) y que son consistentes con las operaciones en el caso preciso.

2.1.6.5. Resumen lingüı́stico

Los operadores que acabamos de presentar trabajan sobre bolsas difusas, obte-

niendo como resultado un conjunto difuso. De cara a un usuario no experto, inter-

pretar un esta salida es complicada. U´n resultado más fácil de entender de cara a

un usuario es un número difuso y la interpretación lingüı́stica que se puede obtener

de este.

Blanco et al. ( [BSSV03]) proponen utilizar esta idea para construir un re-

sumen sobre bolsas difusas que haga el resultado más inteligible de cara a el

usuario. La idea detrás de la propuesta podrı́a ser resumida como, dada una bolsa

difusa numérica B̃ con soporte [a, b] ∈ R, obtener el número difuso F̃ definido

sobre el mismo soporte tal que M(B̃, F̃ ) es mı́nimo, donde M representa una

medida de distancia, divergencia, etc. entre B̃ y F̃ .
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La formulación matemática del problema serı́a

Minimizar M(B̃, F̃ (m1, m2, a1, a2)) (2.23)

sujeto a:

F̃ (m1, m2, a1, a2) sea un número difuso. Esto se traduce en las siguientes

restricciones:

• −a1 ≤ 0

• −a2 ≤ 0

• m1 − m2 ≤ 0

La imprecisión del número obtenido no supere la del conjunto de partida.

Es decir F(F̃ ) − F(B̃) ≤ 0. Para medirla los autores proponen utilizar la

medida propuesta por Delgado et al. en [DVW98].

La medida M propuesta para realizar el ajuste tomar el opuesto a una medida

de compatibilidad obtenida como resultado de evaluar la sentencia cuantificada

”Q elementos de B̃ son F̃ ”,

utilizando Q(x) = x como cuantificador relativo y el método GD ( [DSV99]) para

su evaluación. De esta manera, la medida utilizada serı́a

M(B̃, F̃ ) = −GDQ(B̃/F̃ ) (2.24)

Para realizar la búsqueda del número difuso que mejor ajuste la bolsa difusa, a

la hora de utilizarlos en nuestro modelo hemos utilizado un proceso de enfriamien-

to simulado. Hemos escogido este método debido a los buenos resultados que ha

demostrado en múltiples áreas y a que se trata de un método bastante eficiente.
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2.2. Data Warehousing y OLAP

Esta tesis doctoral se encuadra dentro de los conceptos de Data Warehous-

ing y OLAP. En la presenta sección realizaremos una breve introducción a estos

conceptos de forma que quede claro cuál es el contexto del trabajo.

2.2.1. Data warehousing

En [Inm96], Inmon identifica algunos de los principales problemas que surgieron

cuando los usuarios comenzaron a realizar actividades orientadas al análisis a par-

tir de datos desestructurados extraı́dos de bases de datos transaccionales. Encon-

trar los datos pertinentes para una estrategia de consulta era todo un problema. Y

sobre todo porque se producı́an inconsistencias en los informes acerca del mismo

fenómeno debido a la inconsistencia de datos que se presentaban en las tablas.

Inmon acuñó el término ”Data Warehouse” y sugirió que la finalidad de los

Data Warehouses es hacer datos precisos, que sean consistentes en toda la empre-

sa, accesible a todos los usuarios de una forma eficiente que no ocurre si los datos

estuviesen residiendo en una base de datos operacional. La popularidad de los

Data Warehouses creció rápidamente. Una posible definición de Data Warehouse

serı́a la siguiente.

Definición 2.25 (Inmon y Hackathorn, [IH94]). Un Data Warehouse es una

colección de datos orientados al tema, integrados, temporales, y no-volátiles para

la toma de decisiones1.

Las compañı́as averiguaron al intentar implementar un Data Warehouse, que

no se trata de una pieza de software que se pueda comprar, sino que más bien es un

proceso de reingenierı́a de la información que se va formando con la organización.

1”a Data Warehouse is a subject-oriented, integrated, timevariant, and non-volatile collection

of data in support of management’s decisions”
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Por esta razón hay autores que prefieren usar el término como proceso: ”Data

Warehousing” en lugar del término estático ”Data Warehouse” que carga con una

semántica innecesaria de almacenamiento de datos. No se tienen los datos como

se tienen en cualquier repositorio, sino que han de ser datos resumidos que ayuden

más a los usuarios finales. Data warehousing implica en sı́ mismo la existencia de

funciones que den soporte a la creación y mantenimiento de acceso a los usuarios

finales para obtener datos completos y consistentes de la empresa. Aquı́ es donde

surge el concepto de OLAP (on-line analytical processing).

Definición 2.26 (OLAP Council, [OLAa]) ”OLAP es una categorı́a de tecnologı́a

software que permite a los analistas, directivos y ejecutivos acceder a los datos de

forma rápida, consistente e interactiva a través de una amplia variedad de vistas

de la información que han sido obtenidas de datos sin procesar para reflejar la

dimensionalidad real de la empresa como la entiende el usuario” 2.

Estas herramientas de análisis tienen unas caracterı́sticas muy concretas que

hacen que los sistemas normales de bases de datos no sean válidos. Por ello, se

hacı́a necesario el desarrollo de nuevas herramientas que dieran respuestas a estas

necesidades ( [Cod93]).

2.2.1.1. Arquitectura de un Data Warehouse

Veamos a continuación un pequeño gráfico que nos ayudará a entender la ar-

quitectura de un Data Warehouse (figura 2.4).

En esta arquitectura se tiene en cuenta que:

2”On-Line Analytical Processing (OLAP) is a category of software technology that enables

analysts, managers and executives to gain insight into data through fast, consistent, interactive

access to a wide variety of possible views of information that has been transformed from raw data

to reflect the real dimensionality of the enterprise as understood by the user”
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Dentro de las fuentes de información pueden aparecer fuentes de datos no

convencionales (p.e. bases de conocimiento, bases de datos documentales,

HTML, XML, etc.)

El sistema encapsulador incluye también un módulo que se denomina moni-

tor, de manera que el encapsulador propiamente dicho se encarga de trasladar

la información hacia el repositorio mientras que el monitor está en contacto

directo con la fuente de conocimiento y avisa si se producen cambios.

El integrador es el responsable de filtrar, resumir y unificar la información

de forma que esté disponible en el Data Warehouse de manera más adecuada

a los usuarios.

Si bien esta arquitectura serı́a la deseable hay que hacer notar que en los sis-

temas comerciales habituales no se contemplan muchas de las generalizaciones

que supone, las principales restricciones de dichos sistemas son:

Todas las fuentes y el Data Warehouse se construyen según un único modelo

de datos, habitualmente el modelo relacional.

La propagación de las fuentes de información al Data Warehouse normal-

mente se realiza off-line.

Nunca se derivan consultas desde el integrador a las fuentes de información.

La arquitectura más detallada, propuesta por Chaudhuri y Dayal ( [CD97]),

viene recogida en la figura 2.5. Como puede verse incluye herramientas para ex-

traer datos de diferentes bases de datos operacionales y fuentes externas, para

limpiar, transformar e integrar estos datos, para cargar los datos en el Data Ware-

house propiamente dicho y para actualizar periódicamente el Data Warehouse

reflejando las actualizaciones en las fuentes, y eliminando los datos obsoletos,

pasándolos quizás a un sistema de almacenamiento más lento.
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Figura 2.4: Arquitectura de un Data Warehouse

Figura 2.5: Arquitectura detallada de un Data Warehouse
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También pueden verse los Data Marts departamentales, que son subconjuntos

departamentales orientados a problemas más concretos (por ejemplo, el depar-

tamento de marketing puede incluir información acerca de clientes, productos y

ventas), estos Data Marts pueden generarse y utilizarse de forma más flexible y

rápida dado que no requieren un consenso de toda la empresa para generarse, pero

pueden llevar a problemas de integración muy complejos si la empresa es real-

mente grande.

Los datos existentes en el Data Warehouse y en los Data Marts se manejan

por medio de uno o varios servidores OLAP, y es aquı́ donde vemos la relación

entre ambos conceptos. Estos servidores presentan vistas multidimensionales de

los datos a una gran variedad de interfaces: interfaces de consulta directa, her-

ramientas para generar informes, herramientas de análisis exploratorio (gráficos,

estadı́stica descriptiva, etc.) y herramientas de minerı́a de datos propiamente dichas.

Todo esto hace que con los servidores OLAP y sus robustas máquinas de cálcu-

lo, los datos históricos almacenados son mucho mejor utilizados. Los usuarios

tienen una mayor producción de ideas gracias a la combinación de los accesos a

las herramientas y una potente máquina analı́tica.

Finalmente hay un repositorio para almacenar metadatos y herramientas para

monitorizar y almacenar todo el sistema.

El Data Warehouse puede distribuirse con el objetivo de equilibrar y mejorar

la disponibilidad de los datos. En estas arquitecturas distribuidas el repositorio de

metadatos se suele replicar para cada fragmento, la administración se lleva a cabo

de forma centralizada. Una solución alternativa para la descentralización es el uso

de Data Marts que pueden verse como mini-Data Warehouses asociados a cada

departamento de la empresa donde cada uno de los cuales tiene sus repositorios y

administración propias.

Diseñar y poner en marcha un Data Warehouse es un complejo proceso que

supone el desarrollo de las siguientes actividades:
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Definir la arquitectura, planificar la capacidad, seleccionar los servidores de

almacenamiento, los servidores OLAP y de bases de datos y las herramien-

tas.

Integrar todas las estructuras software seleccionadas.

Diseñar el esquema del Data Warehouse ası́ como las vistas asociadas.

Definir la organización fı́sica del Data Warehouse, situación de los datos,

distribución y métodos de acceso.

Diseñar e implementar las herramientas de extracción de datos, limpieza,

transformación, carga y actualización.

Rellenar el repositorio con el esquema, definiciones de vistas y otros metadatos.

Diseñar e implementar los interfaces de usuario.

Poner en marcha el Data Warehouse y sus aplicaciones.

2.2.2. OLAP y OLTP

Como ya hemos visto, OLAP sirve para realizar un análisis exhaustivo de los

datos que se han ido almacenando a lo largo de la historia de una empresa. Mil-

lones de registros que necesitan ser analizados por las personas más responsables

de la empresa para lograr una mejor producción y reducción de costes.

Dado el objetivo que tienen estos sistemas, en algunas ocasiones se han de-

nominado también ”Sistemas de Soporte a la Decisión” y en muchos sistemas

comerciales OLAP y DSS se han identificado.

Los requerimientos funcionales y de rendimiento que presentan las aplica-

ciones OLAP son completamente diferentes de las que se dan en los sistemas ori-

entados al procesamiento de transacciones on-line (on-line transaction processing)

OLTP.
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Las aplicaciones de tipo OLTP son fundamentalmente de transacciones cor-

tas, atómicas y aisladas. Además estas transacciones requieren datos detallados y

al dı́a y afectan fundamentalmente a pocos registros a los cuales se accede fun-

damentalmente a través de la llave primaria. Las bases de datos sobre las que

se opera son de gran tamaño (cientos de megabytes o algunos gigabytes) y por

tanto la consistencia y capacidad de recuperación de las mismas son de vital im-

portancia además del criterio esencial de rendimiento es optimizar la gestión de

transacciones. Por todo ello la base de datos se diseña para estos objetivos.

Por el contrario los Data Warehouse están orientados al soporte de decisiones.

Los datos importantes son entonces aquellos que están consolidados, resumidos

y de tipo histórico. Puesto que los Data Warehouse contienen datos consolidados,

quizás provenientes de distintas bases de datos y que cubren largos periodos de

tiempo es de esperar que sean mucho mayores que las bases de datos clásicas

(cientos de gigabytes o terabytes). El acceso a esta información se realiza me-

diante la visión de los datos que dan los servidores OLAP. El trabajo habitual

de estos sistemas se centra en la resolución de consultas complejas, fundamental-

mente ”ad hoc”, que pueden involucrar a millones de registros e implicar una serie

de reuniones, búsquedas y agregaciones. Por ello el procesamiento de consultas y

el tiempo de respuesta son más importantes que el tráfico de transacciones.

En la tabla 2.4 viene recogidas de forma esquemática las principales diferen-

cias entre ambos enfoques.

Un sistema OLTP procesa un número muy elevado de transacciones por dı́a.

Cada transacción contiene una pequeña porción de datos. Un Data Warehouse a

menudo procesará una transacción por dı́a. Pero esta transacción contiene miles

o millones de registros. Más que llamarlo transacción se deberı́a denominar carga

de datos productivos. En el caso de los servidores OLAP, estos pueden dar re-

spuestas a un número pequeño de consultas que pueden necesitar el trabajar con

información resumida.
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Aspecto Base de datos clásica

(OLTP)

Data Warehouse

Usuarios Diseñadores, DBAs, Opera-

dores de entrada de datos

Decisores, ejecutivos

Función Operaciones diarias (on-line) Soporte de decisiones, proce-

samiento analı́tico

Diseño Orientado a aplicaciones orientado al usuario

Datos Actuales, atómicos, rela-

cionales, aislados

Históricos, resumidos, multi-

dimensionales, integrados

Uso Repetitivo, rutinario ad-hoc

Acceso Lectura/escritura, transac-

ciones simples

Lectura, consultas complejas

Necesidades Gestión de transacciones,

datos consistentes

Gestión de consultas, datos

ajustados (organizados)

Cuadro 2.4: Principales diferencias entre sistemas OLTP y OLAP
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Lo que cuidamos es la consistencia del sistema cuando se comienza y cuando

termina dicha carga, y el estado de consistencia del sistema una vez terminada

una carga correcta. Si se forzase a parar una de estas cargas antes de estar com-

pletada, no tenemos que cargar el sistema registro a registro, sino que más bien se

sobrescribe todo el sistema con una foto del sistema tomada antes de que la carga

comenzase.

Muchas son las diferencias como hemos visto. Además se establece otra que

son los usuarios que caracterizan a cada tipo de sistema. Los usuarios de un sis-

tema OLTP forman la base de la empresa y se puede decir que llevan las ruedas de

la empresa. Normalmente necesitan datos poco complejos y concretos, requirien-

do consultas de pocos registros. Estos usuarios realizan las mismas tareas una y

otra vez muchas veces. Estos usuarios se sitúan normalmente en la base de la em-

presa, empleados que tan sólo acceden a información precisa que afecta muy poco

a polı́ticas de producción y mercado.

La administración de un sistema OLTP se centrará más en términos como

prestaciones y fiabilidad del mismo. Este administrador deberı́a sentirse como

si estuviese supervisando la maquinaria principal de la compañı́a. Si el sistema

OLTP se para, la compañı́a se para.

Los usuarios de un Data Warehouse, por otro lado, están vigilando el fun-

cionamiento de la organización. Estos vigilan qué datos son nuevos, y estudian los

datos erróneos para corregirlos. Estos usuarios normalmente nunca tratan con un

registro o cuenta en un momento dado. Más bien realizan consultas que implican

informes más o menos grandes, y para realizarlas se requiere que grandes canti-

dades de registros sean buscados y resumidos en una pequeña respuesta. Además,

siempre están modificando el tipo de consultas que quieren realizar a la base de

datos. Normalmente los usuarios de este tipo de sistemas están en la parte alta de

una empresa, es decir, aquélla en la que se toman las decisiones importantes para

el futuro de la compañı́a (figura 2.6), actuando el data warehouse como repositorio
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Figura 2.6: Pirámide de decisiones empresarial

de conocimiento para la gestión del conocimiento en la empresa ( [Chu04]).

2.2.3. El modelo multidimensional

Veamos a continuación las razones que llevaron a construir un modelo nue-

vo para realizar un sistema OLAP, para posteriormente exponer las principales

caracterı́sticas y operaciones del mismo.

2.2.3.1. Razones para su creación

Desde su aparición en los 80, las bases de datos relacionales revolucionaron

todo. Su idea principal era poder acceder a cualquier dato en cualquier momento.

Hasta entonces los sistemas jerárquicos forzaban a los usuarios a realizar las con-

sultas de una forma fija, y los sistemas relacionales liberaban un poco ese acceso.

En sus inicios no tuvo muchos problemas para su desarrollo, pero se des-

cubrió que su punto débil era el procesamiento de transacciones, el cual era muy
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lento. Con el tiempo y el gran esfuerzo de los investigadores este problema se pu-

do mejorar, pero el avance de estos sistemas ha producido una fijación en usar la

metodologı́a relacional o de transacciones en todo tipo de sistemas.

El problema se concreta cuando se sigue con la idea de querer diseñar un

Data Warehouse con herramientas OLTP. Estos sistemas, como puede ser el rela-

cional, no están preparados para la finalidad que tiene un Data Warehouse y OLAP

( [Tho97]). Como reconoce Codd en su artı́culo ( [Cod93]), el modelo relacional

cumple con las expectativas que despertó en su momento en lo referente al alma-

cenamiento y acceso eficiente de los datos, pero no para el tipo de consultas y

análisis de un sistema como OLAP. Además, estos sistemas deben de dar respues-

tas en un tiempo más o menos corto dado que están pensados para trabajar de

forma interactiva con el usuario (p.e. refinando resultado obtenidos de consultas

previas).

Por todo esto, se hace necesario un nuevo modelo de datos para dar soporte a

estos sistema: el modelo multidimensional.

2.2.3.2. Estructura

Una vez vista la necesidad de este nuevo modelo, pasemos ahora a ver su

estructura y operaciones para entender mejor las facilidades que presta para el

análisis de datos. Aunque no existe un modelo estándar, existen una serie de car-

acterı́sticas comunes a las diferentes propuestas. Posteriormente, el Sección 3.2

presentaremos una formalización de un modelo multidimensional.

En un modelo de datos multidimensional hay un conjunto de hechos o me-

didas que son el objeto de nuestro análisis: ventas, presupuestos, inventario, etc.

La mayorı́a de los hechos más útiles son numéricos, continuamente valuados y

aditivos. La razón de que sean de dichas caracterı́sticas es la siguiente: las consul-

tas a la tabla de hechos necesitarán a su vez consultas de cientos, miles o incluso

millones de registros para construir el conjunto respuesta. Esta gran cantidad de
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Figura 2.7: Ejemplo de estructura multidimensional

registros será resumida en unas cuantas docenas de registros y serán necesarias

operaciones sobre los datos: agregados.

Cada medida depende de un conjunto de Dimensiones, que proporcionan el

contexto. En un espacio multidimensional para designar un punto son necesarias

todas sus coordenadas, dependiendo del número de dimensiones que tenga el es-

pacio. Pues esto es lo que ocurre en este modelo, ya que al indicar un valor para

cada dimensión se situará un hecho concreto dentro del espacio formado. En la

figura 2.7 se recoge un ejemplo.

En esta figura vemos que el modelo tiene tres dimensiones, formando un cubo.

A los modelos con n dimensiones se les denomina hipercubos, y por esta razón

a todos los modelos construidos se les denomina cubos. En la figura tenemos las

dimensiones: Producto, Tiempo y Lugar. Por tanto, si se estuviesen estudiando las

Ventas como medida, para cada combinación de los valores de dichas dimensiones

puede ser que existan valores para dicha medida. No para todas las coordenadas
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existirán hechos, dado que habrá combinaciones que pueden no presentarse nunca.

Por tanto, como este factor va a estar presente en muchos de los cubos que

se construyan en cualquier entorno, será necesario un buen tratamiento de lo que

se denomina matrices dispersas, es decir, matrices n-dimensionales que tengan

muchos huecos en su estructura.

Sobre las dimensiones se pueden definir jerarquı́as. Estas lo que van a permi-

tir es acceder a los datos a diferentes niveles de detalle, es decir, ver los datos a

diferentes granularidades. En el ejemplo de figura 2.7, hemos definido una jerar-

quı́a con dos niveles en la dimensión Producto: producto, propiamente dicho, y

categorı́a; de tal forma que podrı́amos acceder a los hechos o a nivel de producto

o agrupándolos según las categorı́as a las que pertenecen.

Está claro que para cada nivel de la estructura jerárquica formada en cada di-

mensión serán necesarios cálculos para estudiar las medidas en cada uno de ellos.

Esto es, será necesario el uso de agregados para estudiar los hechos en los difer-

entes niveles de jerarquı́a. Serı́a muy útil que existan diferentes tipos de agregados

que puedan ser usados: suma, media, número de registros, etc.

2.2.3.3. Operaciones

Es precisamente esta estructura jerárquica en cada dimensión la que servirá de

base para definir todas las operaciones que se puedan realizar sobre el modelo.

Movimiento en la estructura jerárquica: Para moverse en los diferentes nive-

les de jerarquı́a de una dimensión se definen las siguientes operaciones:

Roll-up: significarı́a subir en la jerarquı́a, esto es, aumentar el tamaño del

grano al que están definidos los hechos. Al aplicar esta operación necesita-

mos resumir información para adaptar el nivel de detalle de los hechos. En

esta proceso de resumen utilizaremos operadores de agregación.
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Drill-down: Esta operación es justo la contraria a la anterior. Ahora lo que

pretendemos es reducir el nivel de grano, obteniendo un mayor nivel de

detalle. Esto se traduce en cambiar el nivel de definición de los hechos a

niveles inferiores de las jerarquı́as.

Un ejemplo de la traducción de estas operaciones sobre un esquema multidi-

mensional viene recogida en la figura 2.8.

Operaciones de selección y proyección: Muchos análisis pueden que no de-

pendan de todos los valores (selección) o de todas las dimensiones (proyección)

que consideramos. Las operaciones que se encargan de esta funcionalidad son

slice y dice:

Slice: esta operación consiste en reducir la dimensionalidad del esquema

eliminando alguna dimensión. Aplicar esta operación implica pérdida de

detalle en los hechos (aumentamos la granularidad) por lo que tendremos

que utilizar operadores de agregación para la obtención de los nuevos (figu-

ra 2.9).

Dice: es este caso, lo que hacemos es restringir los valores que conside-

ramos en las dimensiones según alguna condición. No modificamos la es-

tructura del datacubo en cuanto a las dimensiones y niveles de éstas, sino

restringiendo los valores que consideramos. En este caso, no modificamos

el nivel de detalle de los hechos pero sı́ su número, dado que aquellos que

tuvieran como coordenadas valores que no consideramos debemos de elim-

inarlos.

Operación de pivotaje: Esta operación lo que persigue es la modificación de

la definición de la estructura de los datacubos. Lo que implica es un cambio en el

orden de las dimensiones. Un ejemplo viene recogido en la figura 2.10.
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Figura 2.8: Ejemplo de aplicación de las operaciones roll-up y drill-down sobre el

datacubo de la figura 2.7



52 Conceptos previos

Figura 2.9: Ejemplo de aplicación de slice sobre el datacubo de la figura 2.7

Figura 2.10: Ejemplo de aplicación de pivot sobre el datacubo de la figura 2.7
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2.2.3.4. Modelos de implementación multidimensional

Existen diversas formas de representar el modelo multidimensional en un es-

quema fı́sico. Se estructuran en dos tipos principalmente: esquemas ROLAP y

MOLAP.

Servidores ROLAP: El modelo de datos multidimensional se puede implemen-

tar en servidores relacionales, dando lugar a lo que se conoce como Relational-

OLAP servers (ROLAP), representando en ellos tanto el modelo como sus ope-

raciones transformándolo todo en estructuras relacionales (tablas y relaciones).

Veamos cuáles son los diferentes esquemas de bases de datos relacionales que

reflejan esas visiones multidimensionales.

La mayorı́a de los Data Warehouses usan un esquema en estrella ( [Kim96])

para representar los datos multidimensionales (figura 2.11). La base de datos que

se implementa consiste en una tabla simple de hechos y una tabla para cada di-

mensión. Cada tupla de la tabla de hechos consta de un puntero (normalmente

llave exterior) a cada dimensión, lo que proporciona las coordenadas multidimen-

sionales y los datos de las medidas que el modelo considere (cantidad, costos,

etc).

Los esquemas en estrella no proporcionan explı́citamente soporte para las jer-

arquı́as de atributos. Los esquemas en copo de nieve ( [Kim96]) tal como se mues-

tra en la misma figura son un refinamiento de los esquemas en estrella que pro-

porcionan dicho soporte y además suponen que las tablas están normalizadas. El

único inconveniente es que suponen el manejar mayor número de tablas (en las

consultas se han de realizar un número mayor de joins entre tablas). El esque-

ma en estrella puede generalizarse con la inclusión de distintas tablas de hechos

que comparten tablas de dimensiones, es lo que se denomina constelaciones de

hechos.

Adicionalmente a las tablas de hechos y dimensiones, los sistemas pueden



54 Conceptos previos

Figura 2.11: Implementación del esquema de la figura 2.7 utilizando a) modelo en

estrella b) modelo en copo de nieve
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Figura 2.12: Arquitectura de un data warehouse para sistemas ROLAP

almacenar tablas resumen que almacenan datos preagregados. En los casos más

simples, los datos preagregados corresponden a la agregación de una tabla de he-

chos sobre una o más de sus dimensiones.

Según Wu y Buchman ( [WB97]), en estos sistema la arquitectura del data

warehouse serı́a la recogida en la figura 2.12. Como puede verse, tanto la capa de

almacenamiento como la de manejo de datos utilizan un enfoque relacional. La

capa del sistema OLAP relacional proporciona un acceso multidimensional a los

datos subyacentes, proporcionando operaciones multidimensionales a los usuar-

ios. Ejemplos de este tipo de sistemas son OLAP4ALL ( [OLAb]) y DBMiner

( [dbm]).

Servidores MOLAP: En contraste con ROLAP, el OLAP multidimensional

(MOLAP) es un modelo de datos de propósito especial y las operaciones se hacen

directamente.

En lugar de almacenar la información como registros y los registros como
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tablas, las bases de datos multidimensionales almacenan los datos como matrices.

Las bases de datos multidimensionales (MDDs) son capaces de proporcionar un

rendimiento de consulta muy alto lo que se consigue anticipando y restringiendo

la forma en que se accede a los datos. En general, la información en una base de

datos multidimensional es de una granularidad más gruesa que la que se consid-

era en una base de datos relacional estándar, y por tanto los ı́ndices asociados son

menores y pueden residir en memoria. Una vez que el ı́ndice se analiza, se cap-

turan algunas páginas de las bases de datos, algunas herramientas están diseñadas

para trabajar con estas páginas en memoria compartida lo que aumenta aún más el

rendimiento. Otro aspecto muy interesante de las bases de datos multidimension-

ales es que la información está fı́sicamente almacenada en arrays lo que significa

que los valores de las celdillas se pueden actualizar sin que afecte a los ı́ndices.

Como inconveniente se tiene que el menor cambio en las dimensiones obliga a

estructurar toda la base de datos.

Otra ventaja de MOLAP con respecto a ROLAP es la posibilidad de tener

operaciones OLAP nativas, con un servidor de bases de datos multidimensional

es fácil pivotar la información, realizar drill-down y en general realizar cálculos

complejos que involucren a distintas celdas. No hay necesidad de recurrir a re-

uniones complejas, subconsultas y uniones y no hay que sufrir los problemas que

tales operaciones relacionales conllevan ( [Col96]). Estos problemas se obvian da-

do que los datos están almacenados en una estructura multidimensional en lugar

de en tablas que tratan de recrearla. En la literatura se pueden encontrar diferentes

trabajos que tratan la mejora de la eficiencia para la realización de las consultas

( [KLKL98, ZDN97, AAD+96, BBK+00]).

Los modelos MOLAP pueden almacenar eficientemente dimensiones múlti-

ples utilizando una tecnologı́a de almacenamiento de matrices poco densas (sparse-

matrix technology). La idea básica es eliminar en lo posible celdillas vacı́as ya

que probablemente no todas las celdas de un hipercubo contendrán datos. Se ob-
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tienen entonces submatrices que se almacenan de forma comprimida. Si bien no

todos los sistemas MOLAP proporcionan esta tecnologı́a aquellos que la usan

consiguen un alto rendimiento. Ejemplos de estas soluciones son la utilización de

árboles para indexar los hechos especialmente concebidos para el manejo de in-

formación multidimensional ( [Gut84, TS94, CM99, LJF94, KS98, KF94, CM98,

EKK00]). Otros enfoques seguidos buscan mejorar el almacenamiento de las ma-

trices dispersas para reducir las lecturas necesarias y mejorar los tiempos de acce-

so ( [SS94]) o aumentar la densidad de las matrices multidimensionales desde el

diseño del esquema multidimensional ( [NNT03]).

Los servidores MOLAP existentes no tienen muchos elementos en común.

A diferencia del modelo relacional no existe un acuerdo sobre lo que debe ser

un modelo de datos MOLAP y tampoco hay un método estándar de acceso tales

como lenguajes de consultas o API’s. En este último sentido, el OLAP Council

( [OLAa]) propuso el MDAPI (API para el modelo multidimensional), con tan

poca acogida que ningún sistema llegó a implementarlo. Mayor éxito han tenido

dos propuestas posteriores:

JOLAP ( [JOL]): Se trata de un API desarrollado en Java para la creación

y mantenimiento de datos y metadatos en OLAP. Está desarrollado por un

grupo de empresas para que fuera independiente de los sistemas que los

implementen. Algunas empresas, como Oracle e Hyperion, incorporan esta

API, aunque con ciertas modificaciones para adaptarlas a las funcionali-

dades de sus productos.

XMLA (XML for Analysis, [XML]): Consiste en la especificación de un

estándar para la interfaz de servicios web diseñada especı́ficamente para

operaciones de tipo OLAP y de extracción de conocimiento. Esta iniciativa

surgió de la colaboración entre Hyperion y Microsoft, a la que posterior-

mente se unió SAS.
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Figura 2.13: Arquitectura de un data warehouse para sistemas MOLAP

Aun existiendo diferentes propuestas, sigue sin haber un estándar aceptado de

forma extendida como interfaz para estos sistemas.

En este caso, la arquitectura de un data warehouse según la filosofı́a MOLAP

propuesto por Wu y Buchman ( [WB97]) serı́a la recogida en la figura 2.13. Como

puede verse, se utiliza directamente un almacenamiento multidimensional, por lo

que las aplicaciones acceden directamente al sistema sin necesitar una interfaz de

conversión como en el caso ROLAP. Ejemplos de estos sistemas son PowerOLAP

( [Pow]), ShowCase Essbase ( [Sho]) e Hyperion BI Platform ( [Hyp]).

Servidores HOLAP: Los enfoques anteriores fueron los primeros en surgir.

Posteriormente lo que se pensó fue en unir ambos enfoques de tal manera que

se puedan aprovechar las ventajas de ambos enfoques. Los sistemas que siguen

esta filosofı́a se denominan OLAP hı́brido o HOLAP (Hybrid OLAP).

Esta hibridación entre los enfoques se puede ver desde diferentes puntos de

vista. Por un lado algunos autores consideran esta hibridación a la hora de mane-
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jar matrices dispersas ( [KL03]). El enfoque MOLAP es más eficiente cuando se

trata de consultar matrices densas. De esta forma, se utilizarı́a un esquema MO-

LAP para almacenar las regiones densas definidos en cada datacubo. Las dispersas

serı́an almacenadas utilizando un esquema ROLAP.

Otra manera de realizar la hibridación (según se recoge en [ALTK97]) serı́a

considerar la estructura multidimensional como una caché de los datos almacena-

dos en la base de datos relacional. De esta manera, al resolver una consulta OLAP

se consultarı́a las información mantenida en la caché. Si no es posible responderla,

el sistema construirı́a la consulta SQL necesaria para recuperar la información de

la base de datos relacional. Este enfoque trata de aprovechar el almacenamiento

eficiente de grandes cantidades de información en bases de datos relacionales, y la

eficiencia de las consultas sobre modelos multidimensionales puros (consiguiendo

una mejora de eficiencia respecto a los sistemas ROLAP puros).

Dinter et al. ( [BDH99]) recogen una definición genérica de estos sistemas:

Definición 2.27 (Dinter et al., [BDH99]) un sistema HOLAP soporta (e integra)

el almacenamiento de los datos multidimensional y relacional de una manera

equivalente con el objetivo de beneficiarse de las correspondientes caracterı́sticas

y técnicas de optimización.3

Según estos autores, estos sistemas deben de cumplir unas caracterı́sticas para

considerarse realmente HOLAP:

Transparencia respecto a los sistemas MOLAP y ROLAP subyacentes. Los

sistemas HOLAP integran subsistemas MOLAP y ROLAP. Estos sistemas

deben de esconder las peculiaridades de cada uno, siendo invisible para el

3”We define a hybrid OLAP system as a system which supports (and integrates) multidimension-

al and relational storage for data in an equivalent manner in order to benefit from the corresponding

characteristics and optimization techniques”
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usuario el tipo de almacenamiento que se utilice (relacional o multidimen-

sional).

Modelos de datos comunes y esquema multidimensional global. El sistema

debe de proporcionar un modelo de datos y un lenguaje de consulta común.

Además, establecen otras caracterı́sticas en el caso de que estos sistemas sean

distribuidos.

Los sistemas comerciales han evolucionado siguiendo la filosofı́a HOLAP.

Algunos ejemplos son SQL Server de Microsoft ( [Sal98, sql]), Oracle Express

( [Ora]), SAS OLAP Server ( [SAS]) y DB2 OLAP Server de IBM ( [db2]).

Servidores O3LAP: Una cuarta vı́a de implementación de estos sistemas es la

utilización de sistemas de bases de datos basados en objetos o incluso objetos

persistentes proporcionados por lenguajes que siguen este paradigma de progra-

mación. Estos sistemas son conocidos bajo las siglas O3LAP: Object-Oriented

OLAP.

Según Buzydlowski et al. ( [BSH98]) este enfoque presenta ventajas tanto a

nivel de implementación (nivel fı́sico) y conceptual. En el nivel fı́sico las ventajas

que presentan serı́an:

Existen estándares para las bases de datos orientadas a objetos, como la

propuesta por ODMG (Object-Oriented Database Management Group).

En el campo de las bases de datos orientadas a objetos se han realizado

numerosas investigaciones, de forma que algunos problemas como la autor-

ización de usuarios o la actualización de la base de datos mediante transac-

ciones han sido estudiados.

Algunas caracterı́sticas fácilmente implementables por BDOO pueden ser

muy útiles a la hora de desarrollar data warehouses (p.e. la gestión de ver-
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siones de objetos puede utilizarse para manejar los cambios de las dimen-

siones o hechos a lo largo del tiempo). También la existencia de estándares

de objetos distribuidos (p.e. CORBA) puede ayudar a su implementación.

En el modelado conceptual, principalmente se refieren a la posibilidad que

dan los objetos para trabajar con diferentes tipos de datos dentro de un modelo

multidimensional. Dado que los objetos encapsulan tanto datos, visualización y

métodos de manipulación, se podrı́a incluir información como imágenes u otros

tipos de información estructurada de forma simple.

Siguiendo este enfoque, existen propuestas de modelos multidimensionales

que utilizan esta filosofı́a de orientación a objetos ( [TP98, NTW00]). Sin em-

bargo, no conocemos la existencia de ningún sistema comercial que utilice este

paradigma.

2.2.4. Modelos multidimensionales clásicos

Una vez que hemos presentado de forma genérica el modelo multidimension-

al, presentaremos brevemente algunas de las principales formalizaciones que se

han realizado. Una revisión de diferentes modelos lógicos para OLAP puede en-

contrarse en [VS99]. Estos modelos no contemplan la imprecisión. En la siguiente

sección, introduciremos algunos de los modelos propuestos que tratan en alguna

de sus facetas la imprecisión y/o incertidumbre en los datos.

En el capı́tulo 3 presentamos una formalización del modelo multidimensional

en el que se define en detalle tanto la estructura como las operaciones sobre la

misma.

2.2.4.1. Modelo de Agrawal et al.

Propuesto en [AGS95], fue uno de las primeras formalizaciones que se ha

hecho de un modelo multidimensional. Se propone un modelo con la siguiente
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funcionalidad:

Tratamiento simétrico no sólo de todas las dimensiones sino también de las

medidas.

Soporte para múltiples jerarquı́as en cada dimensión.

Soporte para el cálculo de agregados ad-hoc, es decir, no se limitan los

agregados a aquellos predefinidos.

Soporte para un modelo de consulta.

Para dar respuesta a esta funcionalidad, proponen un modelo de datos donde

un DataCubo se define como sigue.

Definición 2.28 ( [AGS95]) Un DataCubo C es una estructura con la siguiente

estructura:

k dimensiones, y para cada dimensión un nombre Di, un dominio domi

desde el cual se toman los valores.

Elementos definidos como una aplicación E(C) desde domi × ... × dimk

a un n-tupla, 0 ó 1. Con esto, E(C)(d1, ..., dk) se refiere al elemento en la

posición d1, ..., dk del DataCubo C. El valor 0 representa que esa posición

no tiene definidos valores, 1 si la combinación existe pero no sabemos nada

mas, y la tupla si tenemos información adicional.

Una n-tupla con los nombres describiendo cada uno de los elementos de

las n-tuplas que define el DataCubo.

Sobre esta estructura definen, aparte de las operaciones habituales, introducir

una dimensión como hecho (push), sacar un hecho para ser tratado como una
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dimensión (pull), y la combinación de datacubos (join). Este conjunto de opera-

ciones es mı́nimo y cerrado (el resultado es siempre un datacubo). El modelo no

define de forma explı́cita las jerarquı́as en la dimensiones, sino mediante opera-

ciones que agrupan los valores en las dimensiones.

2.2.4.2. Modelo de Li y Wang

Loa autores proponen ( [LW96]) una formalización de un modelo multidimen-

sional como la relación de múltiples dimensiones con los hechos. Las jerarquı́as

en las dimensiones, como en el modelo anterior, no aparecen de forma explı́cita

sino mediante agrupaciones de valores por otros.

Un DataCubo es considerado instanciación de un esquema n-dimensional de

cubo4.

Definición 2.29 ( [LW96]) Sea n un entero positivo y V un conjunto de valores es-

calares. Un esquema n-dimensional de cubo es un conjunto {(D1, R1), ..., (Dn, Rn)},

donde D1, ..., Dn son nombre distintos de dimensiones y R1, ..., Rn son son con-

juntos de nombres de atributos.

Un cubo n-dimensional sobre el esquema {(D1, R1), ..., (Dn, Rn)} es un par

(F, µ), donde

F = {(D1, r1), ..., (Dn, rn)} con ri siendo una relación en Ri para cada

1 ≤ i ≤ n,

y µ es una aplicación de {(D1, t1), ..., (Dn, tn)|∀1 ≤ i ≤ n : ti ∈ ri} a V .

Para completar el modelo, presentan una extensión del álgebra relacional, de-

nominada grouping algebra. En ella, se incluyen operaciones que requieran orde-

naciones (order-oriented operations), es decir, divisiones del dominio en interva-

los según un orden dado, y agregaciones (aggregation operations).

4n-dimensional cube scheme
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2.2.4.3. Modelo de R. Kimball

Este modelo ( [Kim96]) se trata más de un modelo de implementación que de

un modelo conceptual. Kimball propone la construcción de un modelo multidi-

mensional utilizando para ello un esquema relacional. En este, los hechos corre-

sponderı́an a una tabla y cada dimensión a otra con una relación de llave externa

con los hechos. Este es el modelo de implementación en estrella que hemos pre-

sentado en la sección 2.2.3.4 al hablar de los servidores ROLAP.

En este modelo, el movimiento en las jerarquı́as se realiza utilizando operacio-

nes GROUP BY relacional con los operadores de agregación habituales (p.e. suma,

máximo, mı́nimo, etc.).

2.2.4.4. Modelo de Gray et al.

En [GCB+97] no se presenta como tal un modelo multidimensional sino que

se extiende las operaciones de agregación tipo group by de los sistemas rela-

cionales para el caso de datos multidimensionales. Las operaciones que se pro-

ponen son:

ROLLUP: se trata de una extensión de la operación group by en el que se

realiza la agregación según n dimensiones ordenadas aplicando el esquema

siguiente:

GROUP BY n-dimensiones ∪ GROUP BY n-1 primeras dimensiones ∪
GROUP BY n-2 primeras dimensiones ∪ ... ∪ GROUP BY 1 dimensión

CUBE: se trata de aplicar aplicar la operación anterior (rollup) sobre todas

las dimensiones, es decir, el resultado es la unión de aplicar rollup sobre un

conjunto de dimensiones. El resultado que se obtiene es la agregación de

cada posible subconjunto de las dimensiones que consideremos.
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2.2.4.5. Modelo de Cabibbo y Torlone

En este modelo ( [CT97, CT98]) se presenta un modelo multidimensional

(llamado MD) con dos partes muy diferenciadas:

Dimensiones: que representan categorı́as lingüı́sticas que corresponden a

las diferentes aproximaciones a los datos.

f-tables: que representan a los hechos y se relacionan con las dimensiones.

Se definen como funciones que relacionan coordenadas simbólicas con las

medidas.

Los autores definen una dimensión con diferentes niveles de la siguiente man-

era.

Definición 2.30 ( [CT97]) Una dimensión MD está formada por:

un conjunto finito de niveles L ⊆ L, donde L es un conjunto de nombres

para los niveles;

un orden parcial ≤ sobre los niveles en L, donde si l1 ≤ l2 decimos que l1

es agrupado por l2;

una familia de funciones, incluyendo la función R−UP l2
l1

desde DOM(l1)
a DOM(l2) que para cada par de niveles l1 ≤ l2, donde si R−UP l2

l1
(o1) =

o2 significa que o1 es agrupado por o2.

En este modelo, como puede verse, se define de forma explı́cita las jerarquı́as

en las dimensiones, estableciendo una ordenación entre los niveles mediante un

orden parcial y funciones (R-UPl2
l1

) que establecen la relación entre los elementos

de estos niveles.

Definición 2.31 ( [CT97]) Un esquema MD está formado por:
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un conjunto finito D de dimensiones;

un conjunto F de esquemas f − tables de la forma f [A1 : l1 < d1 >

, ..., An : ln < dn >] : l0 < d0 >, donde f es un nombre, cada Ai

(1 ≤ i ≤ n) es un nombre distinto llamado atributo, y cada li (0 ≤ i ≤ n)

es un nivel de la dimensión di;

Para el modelo proponen un lenguaje de consulta (MD-CAL), presentado en

[CT97], contemplando las funciones de agregación para realizar el cambio de niv-

el de detalle.

2.2.4.6. Modelo de Datta y Thomas

El modelo propuesto ( [DT99]) hace una clara diferenciación entre los hechos

y las dimensiones.

Definición 2.32 ( [DT99]) Un DataCubo es una 6-tupla, < D, M, A, f, V, g >

donde los cuatro componentes son:

Un conjunto de n dimensiones D = {d1, ..., dn}, donde cada di es un nom-

bre dimensión extraı́do del dominio de dimensiones (domdim(i));

un conjunto de k medidas M = {m1, ..., mk} donde cada mi es una medi-

da extraı́da del dominio de medidas (dommeasures(i));

El conjunto de dimensiones y medidas es disjunto (D
⋂

M = ∅);

un conjunto de t atributos A = {a1, ..., at} donde cada ai es un atributo

extraı́do del dominio de atributos (domattr(i));

una aplicación uno-a-muchos f : D → A, tal que los conjuntos de atribu-

tos correspondientes a dos dimensiones son disjuntos (∀i, j i �= j, f(di)
⋂

f(dj) =
∅);
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V un conjunto de tuplas de tamaño k tal que vi =< µ1, ..., µk >, donde

cada µi es una instancia de la medida i-ésima;

g es una aplicación g : domdim(i) × ... × domdim(n) → V , que asocia a

cada conjunto de coordenadas los hechos relacionados.

Sobre esta estructura, formaliza las operaciones habituales sobre el modelo,

contemplando algunas más:

Producto cartesiano: un operador binario que construye un nuevo data-

cubo mediante la combinación de otros dos. Un caso particular del producto

cartesiano es el operador JOIN que se usa cuando los datacubos tienen una

o más dimensiones en común.

Diferencia: este operador devuelve un datacubo cuyo contenido son las

diferencias entre otros dos compatibles (elimina la parte común a ambos).

Las jerarquı́as en las dimensiones no aparecen de forma explı́cita, por lo que la

agrupación de valores se realiza mediante una operación que agrupa valores (par-

tición). Sobre el modelo, definen un álgebra de consulta con estas operaciones.

2.2.5. Modelos Multidimensionales con tratamiento de imprecisión

El problema de del manejo de imprecisión o incertidumbre ha sido tratada en

los modelos multidimensionales desde diferentes puntos de vista. A continuación

presentamos algunas de las propuestas presentes y qué problemas abordan.

2.2.5.1. Modelo de Dyreson

Propuesto por primera vez en [Dyr96], aborda el problema del cálculo de agre-

gados cuando existen huecos en el espacio multidimensional. Define un datacubo
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incompleto como aquel en el que se presenta este problema (en contrapartida de

los datacubos completos).

Para operar sobre los datacubos incompletos, los define como la unión de sub-

datacubos completos (llamados cubbetes). De esta manera, define la satisfacibili-

dad de una consulta (posibilidad de resolver la consulta) basándose en si existe un

cubette que puede dar respuesta a la misma. Aunque en el trabajo no se presenta el

modelo multidimensional utilizado como base, el modelo usado trabaja de forma

explı́cita con jerarquı́as dado que distingue entre cubette units, que están definidos

al nivel más alto de las jerarquı́as, y cubette measure, definidos a niveles de mayor

detalle.

Este modelo modela la imprecisión debida a la falta de hechos de zonas del

espacio multidimensional definido. En el resto de los aspectos (hechos imprecisos

y dimensiones imprecisas) no es considerado.

2.2.5.2. Modelo de Pedersen et al.

El modelo propuesto en [PJD01] permite la definición de hechos a diferentes

niveles en cada dimensión (diferente granularidad en su definición). En este mo-

delo una dimensión serı́a una estructura definida como sigue.

Definición 2.33 ( [PJD01]) Un tipo dimensiónF es una 4-tupla (L,�F ,�F ,⊥F )
donde

L = {Lj , j = 1, ..., k} son llamados tipos categóricos y representan los

niveles;

�F es un orden parcial entre los elementos de L;

y �F y ⊥F representan los elementos superior e inferior, respectivamente,

según el orden establecido.
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Con esto, una dimensión D del tipo F = (L,�F ,�F ,⊥F ) es una 2-tupla D =
(C,�) donde

C = {Cj} es un conjunto de categorı́as Cj tal que su tipo es Lj ,

y � en un orden parcial definido sobre
⋃
j

Cj .

Como puede verse, se define de forma explı́cita las jerarquı́as en las dimensiones,

realizándolo mediante la utilización de un orden entre los niveles.

Los DataCubos en este modelo son llamados objetos multidimensionales o

MO.

Definición 2.34 ( [PJD01]) Un objeto multidimensional es una 4-tupla M =
(f, F, D, R) donde

f = (T ,D = {Fi}) es un esquema de hechos, donde T es un tipo hecho y

F es un conjunto de tipos dimensiones;

F es un conjunto de hechos de tipo f;

D es un conjunto de dimensiones;

R = {Ri, i = 1, ..., n} es un conjunto de relaciones donde cada Ri es-

tablece la relación entre los elementos de la dimensión Di, definidos a

cualquier nivel, y los hechos de F .

Como puede verse, la principal aportación de este modelo radica en que los hechos

se pueden definir a cualquier nivel dentro de las dimensiones.

Para evaluar un consulta, calcula la imprecisión asociada. Si se considera sufi-

ciente, resuelve la consulta. En caso contrario se sugieren consultas alternativas a

la considerada. A la hora de agregar con imprecisión, resuelve los cálculos desde

tres perspectivas:
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Respuesta conservadora: en este caso sólo considera los elementos que se

sabe seguro que pertenecen a la agregación.

Respuesta liberal: se consideran todos los hechos que pueden pertenecer.

respuesta ponderada: se consideran todas los hechos que pueden pertenecer

pero ponderándolos según la probabilidad de pertenencia.

Las tres repuestas son presentadas al usuario, como muestra de la imprecisión. Las

operaciones que se definen sobre el modelo corresponden al roll-up, dice, slice,

antes comentadas, y a la unción de dos modelos multidimensionales propuestos

(obteniendo un único modelo representado la unión de ambos).

Posteriormente ( [JKPT04]) se ha extendido el modelo para modelar en las di-

mensiones la inclusión parcial de elementos. Para ello, en la definición de los tipos

dimensiones incorpora una nueva relación �P
F que captura la inclusión parcial de

categorı́a o niveles (asignándole un valor en el intervalo [0,1] a dicha relación).

A la hora de realizar operaciones sobre el datacubo, propone un algoritmo para

evaluar la imprecisión de los caminos dentro de la jerarquı́a y seleccionar aquel

que presente una imprecisión menor. Todo este tratamiento de la imprecisión se

hace con métodos definidos expresamente para el modelo propuesto.

En el caso de las consultas, se sigue manteniendo las mismas tres polı́ticas de

manejo de imprecisión: en la conservadora sólo se consideran los elementos con

una inclusión total, en la liberal todos aquellos que puedan estar incluidos (tengan

inclusión parcial o total) y la ponderada se consideran pesos para la agregación.

En este último caso, el cálculo de los pesos propone hacerlos basados en las in-

clusiones parciales (dando como ejemplo de peso el producto de los grados de

inclusión).
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2.2.5.3. Modelo de Laurent

Este modelo ( [Lau02, Lau03b]) trata la imprecisión en los hechos y en las

dimensiones. En el primer caso, a cada hecho se le asigna un valor en el intervalo

[0, 1] para indicar el grado de confianza en su cumplimiento. En el caso de las

dimensiones, propone utilizar relaciones difusas o particiones, también difusas,

para abordar el modelado de la imprecisión. Es complicado encontrar la definición

de este modelo dado que no existe ninguna publicación de carácter internacional

que presente la estructura del modelo. Los detalles del mismo se pueden encontrar

en [Lau02].

Más concretamente, una dimensión tendrá la siguiente estructura.

Definición 2.35 ( [Lau02]) Una dimensión D es una 5-tupla < v, X, dim(D), HP , HR >

donde:

v es el nombre de la dimensión.

X es el universo de referencia.

dom(D) es el conjunto de elementos utilizados para definir la dimensión.

Se denomina dominio de la dimensión.

HP es una relación de orden (<) de las particiones difusas definidas sobre

los valores de la dimensión.

HR es una relación difusa sobre las relaciones difusas definidas.

Con esto, un DataCubo es definido en el modelo como una aplicación C :
D1 ×D2 × ...×Dn → Dc × [0, 1] donde cada Di es una dimensión y Dc es una

medida.

Las operaciones son extendidas para manejar este valor (FUZZY ROLL-UP,

FUZZY-SLICE, FUZZY-DICE y FUZZY-PROJECTION). En cuanto a los operadores
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de agregación necesarios, se establecen cuáles deben ser la propiedades que tienen

que cumplir para poder ser utilizados. La conmutatividad y la asociatividad de las

operaciones también se estudian ( [Lau03b]).

Este modelo trabaja con imprecisión introduciendo el uso de lógica difusa, lo

que hace complicada la interpretación de los resultados obtenidos de las consultas

dado que no se oculta al usuario. Además, maneja dos jerarquı́as (las definidas

mediante particiones y relaciones) de manera completamente separada. En cuanto

a las relación difusa de cada dimensión, se ha de definir de forma extensiva, dando

el valor para cada par de valores existentes en el dominio. De esta forma, añadir un

nuevo valor o concepto implicarı́a definir su relación con todos los ya existentes.

2.2.5.4. Modelo de Kaya y Alhajj

Los autores proponen en [AK03, KA05] un modelo multidimensional basado

en lógica difusa. El modelo está pensado para modelar de forma más intuitiva la

división de valores cuantitativos según intervalos difusos para evitar el problema

de los intervalos con bordes abruptos.

Para cada atributo numérico x se define un conjunto de conjuntos difusos

Fx = {f1
x , f2

x , ..., f l
x} asociados con x. El grado de pertenencia de un valor a

cada conjunto será una función µ
fj

x
: Dx → [0, 1]. Basado en esta división de los

atributos definen la estructura de un DataCubo.

Definición 2.36 ( [AK03]) Considerando un DataCubo con n dimensiones d1, ...dn.

Cada dimensión contiene
k∑

i=1
li+1, donde k es el número de atributos de la dimen-

sión X; li es el número de conjuntos difusos para el atributo xi en la dimensión

X; y ”+1” representa un valor espacial llamado ”Total”, el cual almacena los

valores agregados del resto de valores.

En cada dimensión se pueden considerar múltiples niveles para agrupar los
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definidos. En estas relaciones no se considera imprecisión. Por esto, la única ayuda

que da para modelar dominios complejos es permitir definir intervalos numérico

difusos. La inclusión parcial de los niveles o la imprecisión en los hechos no es

considerada.

2.2.5.5. Modelo de English et al.

Este modelo ( [EGY04]) se trata en realidad de una propuesta de modelo

espacio-temporal. Cada relación espacio-temporal que se defina en el modelo es-

tará formada por un 3-tupla < Tm, Ln, Vmn > donde

Tm es la coordenada que establece el tiempo.

Ln es el lugar o localización.

Vmn representa un conjunto vacı́o o los valores de los atributos no rela-

cionados con el espacio o el tiempo para esa localización en ese tiempo en

concreto.

Esta representación lo que hace es definir una array multidimensional que se

puede ver como un DataCubo (MDC). De esta manera, las operaciones habituales

de los sistemas OLAP se pueden utilizar sobre esta estructura. A estas operaciones

le añaden cuatro operaciones propias de los sistemas de información geográfica

(GIS):

Búsqueda espacial: encontrar regiones que en un momento dado tengan val-

ores de atributos similares a una región seleccionada.

Búsqueda temporal: igual que la anterior pero fijando unas regiones y bus-

cando el momento en que presenten similares valores.

Búsqueda espacio-temporal: buscar regiones con calores similares a una

escogida a lo largo del tiempo y el espacio.
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Búsqueda de tele-conexiones: encontrar regiones en el espacio a lo largo del

tiempo que están conectadas de forma no directa. Esta búsqueda localiza

fenómenos que ocurran en el espacio y que puedan estar relacionados con

otros en otras regiones.

Las regiones son conjuntos de celdas que forman un minimum bounding cube.

El tratamiento de la imprecisión se introduce a la hora de manejar los criterios

de selección de regiones. Utilizando la matriz de relación MBC (MBR) almacena

cómo satisface una región un determinado criterio, donde una función µ nos darı́a

el grado en que dos regiones satisfacen la relación. Como ejemplo, utilizando estas

relaciones, la búsqueda temporal, para un tiempo Tk respeto a la región Ri, tendrı́a

la expresión siguiente:

ΦS(MDC) : {Rj |Disjuntas(Ri, Rj)∧ocurre(Tk)∧(µ(Ri, Rj) ≥ ε)} (2.25)

Ası́ pues, este modelo modela imprecisión para establecer los criterios al

aplicar algunas de las operaciones habituales en los sistemas GIS. No permite

modelar imprecisión en los hechos o dimensiones, por lo que resulta poco útil

para modelar dominios complejos.



Capı́tulo 3

Modelo Multidimensional Difuso

Todos los ordenadores esperan a la misma velocidad

LEY DE CRAYNE

Ley de Murphy

3.1. Introducción

Desde el nacimiento de OLAP ( [Cod93]) se ha visto que las estructuras

disponibles de bases de datos tenı́an algunas limitaciones. Desde las primeras

propuestas ( [GCB+97]) se ha intentado extender los sistemas existentes con la

funcionalidad necesaria para dar soporte a la tecnologı́a OLAP. Sin embargo,

la necesidad de dar respuestas a consultas ad-hoc que implican agregación de

gran cantidad de datos plantea problemas de eficiencia y complejidad de estruc-

turas. Como consecuencia, nuevos modelos con una visión multidimensional de

los datos aparecieron para subsanar estos aspectos ( [AGS95, CT97, LW96]). Ex-
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isten múltiples propuestas de modelos multidimensionales sin llegar a estable-

cerse un estándar. En la actualidad, dada su aplicación en otros campos (p.e.

datos hospitalarios) y el uso de fuentes de datos semi-estructuradas (p.e. XML)

y no-estructuradas (p.e. texto plano), surgen nuevas necesidades. Entre estas cabe

destacar el manejo de información imprecisa y estructuras menos rı́gidas que

permitan un modelado y uso más intuitivo. Se han propuesto modelos para el

tratamiento de diferentes aspectos de imprecisión e incertidumbre en modelos

multidimensionales (en la Sección 2.2.5 se han presentado). Sin embargo, o no

tratan todos los aspectos de la imprecisión o, si lo hacen, presentan problemas,

sobre todo de cara a ocultar la complejidad añadida de cara a el usuario final.

En este capı́tulo presentaremos un modelo multidimensional basado en lógi-

ca difusa para el manejo de información imprecisa en las jerarquı́as y los he-

chos. Comenzaremos formalizando un modelo multidimensional preciso como

base para extender los conceptos al uso de jerarquı́as imprecisas y hechos difusos.

Posteriormente incorporaremos el uso de etiquetas lingüı́sticas en las relaciones

jerárquicas, pensando en el uso de conocimiento proporcionado por expertos para

enriquecer los esquemas.

Sobre estos modelos definiremos las principales operaciones de los mode-

los multidimensionales y probaremos sus propiedades. También introduciremos

el concepto de vista de usuario como herramienta para ocultar la complejidad del

tratamiento de la imprecisión e incertidumbre.

Una vez presentados los modelos, utilizaremos un ejemplo simple para mostrar

su utilización y su comportamiento.

3.2. Modelo Multidimensional Preciso

Como hemos comentado, comenzaremos presentando un modelo multidimen-

sional preciso. En primer lugar presentaremos la estructura del mismo. Posterior-
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mente presentaremos las operaciones habituales de los sistemas OLAP (roll-up,

drill-down, slice, dice y pivotaje) y su aplicación sobre la estructura propuesta.

3.2.1. Estructura Multidimensional Precisa

Comenzaremos comentando la estructura de las dimensiones y las jerarquı́as

que podemos definir en ellas. Tras éstas, definiremos qué serán los hechos para

concluir con la estructura que tendrán los DataCubos.

3.2.1.1. Dimensiones

Las dimensiones establecen el contexto del análisis sobre los hechos. Para ac-

ceder a los hechos a diferentes niveles de detalle, podemos definir jerarquı́as sobre

la dimensiones, estableciendo los niveles de granularidad posibles. Cada uno de

estos niveles será un conjunto de nombres o etiquetas que definen subconjuntos

de elementos de los niveles inferiores que agrupan.

Definición 3.1 Una dimensión sobre el dominio es una tupla d = (l,≤d, l⊥, l�)
donde l = {l1, ..., ln} tal que cada li es un conjunto li = {ci1, ..., cim} tal que

li ∩ lj = ∅ si i �= j, ≤d es una relación de orden parcial tal que li ≤d lk si ∀cij ∈
li ⇒ ∃ckp ∈ lk/cij ⊆ ckp. l⊥ y l� son dos elementos de l tal que ∀li ∈ l l⊥ ≤d li

y li ≤d l�.

A cada elemento li lo denominaremos nivel. Para identificar el nivel li de la

dimensión d lo notaremos como d.li. Un elemento de la dimensión di y nivel lj

lo notaremos ci
jk. Los niveles especiales l⊥ y l� los denominaremos nivel base y

nivel superior respectivamente.

La figura 3.1 muestra un ejemplo de una posible jerarquı́a sobre las edades de

las personas. La definición correspondiente serı́a

Edad = (Edad, Grupo, Mayor Edad, Todo,≤Edad, Edad, Todas) (3.1)
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Figura 3.1: Ejemplo de jerarquı́a sobre las edades

y la relación se definirı́a como:

Edad ≤Edad Edad,

Grupo ≤Edad Grupo,

MayorEdad ≤Edad MayorEdad,

Todo ≤Edad Todo,

Edad ≤Edad Grupo,

Edad ≤Edad MayorEdad,

Edad ≤Edad Todo,

Grupo ≤Edad Todo,

MayorEdad ≤Edad Todo

(3.2)

Cada valor en los niveles representa la etiqueta de un conjunto de valores.

Por ejemplo, el valor ”Sı́” del nivel Mayor Edad serı́a en realidad la definición

de un conjunto de valores tal que ”Sı́”={18,...,100}. Igualmente, el valor ”No”

del mismo nivel serı́a el conjunto ”No”={1,...,17}. En el caso del nivel Todo, el

único valor que consideramos (Todo) representarı́a al conjunto de todas las edades

(”Todo”={1,...,100}), de tal manera que ”Si” ⊆ ”Todo” y ”No” ⊆ ”Todo”. El

conjunto de todos los nombres o etiquetas utilizados será lo que denominaremos

el dominio de la dimensión.

Definición 3.2 Para cada dimensión d el dominio será dom(d) =
⋃
i

li.
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En el ejemplo anterior tendrı́amos que dom(Edad) = {1,...,100, Joven, Adulto,

Viejo, Sı́, No, Todo}.

Los niveles de una dimensión están relacionados mediante el orden parcial.

Esta relación establece una jerarquı́a entre ellos. Un nivel li podrá tener nive-

les inferiores que estén directamente conectados en la jerarquı́a. Es decir, niveles

menores que li y que no exista otro nivel menor que li y que a su vez mayor que

estos. El conjunto de los niveles que cumplan esta condición para un nivel, lo

denominaremos conjunto de hijos del nivel.

Definición 3.3 Para cada li el conjunto

Hi = {lj/lj �=li∧lj≤dli ∧ ¬∃lk lj≤dlk≤dli} (3.3)

Se denominará conjunto de hijos del nivel li.

Con esto, tendrı́amos que, por ejemplo, para el nivel Todo el conjunto de hijos

serı́a HTodo = {Grupo, MayorEdad}. En cualquier dimensión, dada la defini-

ción que hemos hecho del conjunto de hijos, tendrı́amos que para el nivel base su

conjunto de hijos serı́a siempre el conjunto vacı́o.

Igualmente tendremos niveles inmediatamente superiores en la jerarquı́a. En

este caso, al conjunto de niveles superiores directamente relacionados con otro lo

denominaremos conjunto de padres de dicho nivel.

Definición 3.4 Dado li

Pi = {lj/li �=lj∧li≤dlj ∧ ¬∃lk lj≤dlk≤dli} (3.4)

y se denominará conjunto de padres del nivel li.

Sobre la jerarquı́a de edades definirı́amos el conjunto de padres del nivel Edad

como PEdad = {MayorEdad, Grupo}. En el caso del nivel superior de la jerar-

quı́a estarı́amos en una situación análoga al conjunto de hijos para el nivel base.

Es decir, el conjunto de padres será el conjunto vacı́o.
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3.2.1.2. Hechos Precisos

Las variables del dominio que queremos analizar definirán los hechos del

DataCubo. Éstos serán los que en mayor medida acotarán el dominio de análi-

sis del DataCubo que definamos, limitando qué medidas podemos obtener. Las

dimensiones aportan la contextualización de estas variables, localizando cada he-

cho dentro del espacio que definen. Cada uno de estos hechos será una agrupación

de variables (una tupla).

Definición 3.5 Considerando un conjunto de atributos A1, ..., An con dominios

D1, ..., Dn, denominaremos hecho a cualquier h = (x1, ..., xn) tal que xi ∈
Di ∀i = 1, ..., n, es decir, cualquier n-tupla definida sobre los dominios de los

atributos que interesa estudiar.

Suponiendo que quisiéramos un DataCubo para analizar las ventas de una em-

presa, y que las variables que analizar fueran la cantidad vendida (número natural,

es decir, dominio en N) y el precio de la venta (dominio R+), un hecho posible

serı́a (1, 3′5) que representarı́a un hecho en el que el atributo cantidad tendrı́a el

valor 1 y el precio serı́a 3’5. Ası́, cualquier par de valores en el dominio N × R+

serı́a un hecho válido para este ejemplo.

Los niveles de las dimensiones que utilicemos para acceder a cada hecho, nos

dará el nivel de detalle con el que estarán definidos. Al disminuir el nivel de detalle

en un DataCubo (realizar roll-up), los hechos del DataCubo se han de subir a dicho

nivel. Para poder realizarlo, necesitaremos operadores que nos permitan realizar

esta disminución de detalle, obteniendo nuevos hechos que resuman la informa-

ción al detalle de la nueva granularidad. En este proceso se utilizan operadores de

agregación.

En el caso preciso, un operador de agregación será una función que, dado un

conjunto de valores, devuelve un único valor representando a ese conjunto. Las

funciones Max, Min, Media, Conteo, etc. son ejemplos de este tipo de operadores,
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ampliamente utilizados. Estos operadores trabajan sobre bolsas de valores, dado

que es posible que un mismo valor se presente múltiples veces en los valores que

agregar.

Definición 3.6 Siendo B(X) el conjunto de todas las posibles bolsas definidas

utilizando los elementos de X , y Dx un dominio natural o numérico, definimos un

operador de agregación G como una función G : B(Dx) → Dx.

Siguiendo el ejemplo puesto para los hechos, si quisiéramos disminuir el niv-

el de detalle, necesitarı́amos agregar los hechos definidos. En el caso del precio,

necesitarı́amos un operador que aceptara bolsas de números reales y cuyo resul-

tado fuera a su vez un número real. Un operador válido serı́a la Media (Media :
B(R+) → R+).

Si tuviéramos que resumir los hechos con valores para el precio {1’5, 2’0, 3’5,

1’5, 2’0} utilizando la Media, obtendrı́amos un nuevo hecho que resumirı́a estos

valores a un único hecho con valor 2′1.

Como puede verse, aplicar uno de estos operadores implica un pérdida de in-

formación. Esto se debe a que obtenemos un valor que resume la información

del conjunto de hechos al nivel de detalle que queremos. Si luego quisiéramos

recuperar el nivel de detalle de partida no siempre es posible (p.e. los posibles

conjuntos de n valores que tienen el mismo máximo es infinito). En la mayorı́a de

los modelos multidimensionales propuestos este problema no se trata. Nosotros

queremos dotar a nuestro modelo de mecanismos que impidan esta pérdida de in-

formación, de tal forma que desde cualquier nivel de detalle se pueda recuperar la

información subyacente. Lo que proponemos es que un DataCubo vaya almace-

nando la información sobre los niveles de detalle sobre los que se vaya accediendo

para impedir la pérdida de información. Para ello, definimos la estructura historia.
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Definición 3.7 Un objeto de tipo historia será la estructura recursiva siguiente:

H0 = Ω
Hn+1 = (A, lb, F, G, Hn)

(3.5)

donde:

Ω es la clausura de la recursividad,

F es un conjunto de hechos,

lb es un conjunto de niveles (l1b, ..., lnb),

A es una aplicación de lb en F (A : lb → F ),

G es un operador de agregación.

Esta estructura lo que hará será almacenar lo diferentes niveles de detalle por

los que ha pasado un DataCubo (y cómo se ha obtenido) para poder recuperarla

si posteriormente se necesita obtener un mayor nivel de detalle. El manejo de la

estructura historia se verá al definir las operaciones.

3.2.1.3. DataCubo Preciso

Una vez que tenemos definidos las estructuras para las dimensiones y los he-

chos, podemos establecer cuál será la estructura de los DataCubos.

Un DataCubo estará formado por las estructuras que antes hemos definido.

Ası́ pues, tendrá una componente que representará a los hechos que analizar. Otro

de los elementos que utilizaremos al definir un DataCubo será las dimensiones

que caracterizan a estos hechos. En este caso será un conjunto ordenado de las di-

mensiones. Además, tendremos que tener en cuenta a qué nivel de cada dimensión

tenemos definidos los hechos y una aplicación que nos diga para cada coordena-

da que definen los valores de estos niveles el hecho relacionado. Para impedir la
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pérdida de información al cambiar el nivel de detalle, el DataCubo irá almacenan-

do los estados por los que pasa utilizando una estructura de tipo historia. Por esto,

un DataCubo se define como sigue.

Definición 3.8 Un DataCubo es una tupla C = (D, lb, F, H, A) tal que D =
(d1, ..., dn) es un conjunto de dimensiones, lb = (l1b, ..., lnb) conjunto de niveles

tal que lib pertenece a di, F = R ∪ ∅ donde R es el conjunto de hechos y ∅ un

sı́mbolo especial, H es un objeto de tipo historia, y A es una aplicación definida

como A : l1b×...×lnb → F , que para cada conjunto de valores de las dimensiones

devuelve el hecho relacionado con estas coordenadas.

Si para un �a = (a1, ..., an) se tiene ∅ , se indica que para esta combinación de

valores no existe un hecho definido.

Para comenzar los análisis, definiremos un DataCubo al mayor nivel de detalle

y sobre él iremos operando. A este DataCubo de partida lo llamaremos básico.

Definición 3.9 Diremos que un DataCubo es básico si lb = (l1⊥, ..., ln⊥) y H =
Ω.

Sobre este DataCubo básico aplicaremos las diferentes operaciones de los

modelos multidimensionales para ir refinando los análisis.

3.2.1.4. Ejemplo

Para aclarar los conceptos presentados veremos un ejemplo de esquema mul-

tidimensional y cómo se traducirı́a a la estructura que hemos presentado. En la

figura 3.2 viene recogido un ejemplo de esquema multidimensional. Este inten-

ta modelar el análisis de las causas de las quejas realizadas por los clientes. La

estructura del DataCubo que representa este esquema serı́a:

CQuejas = ({Cliente, Producto, T iempo, Causa}, {Cantidad} ∪ ∅, Ω, A)
(3.6)
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Figura 3.2: Ejemplo de esquema multidimensional
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donde las dimensiones están definidas como:

Cliente = ({Edad, Mayor Edad, Todos},≤Cliente, Edad, Todos)
Producto = ({Producto, Proveedor, Todos},≤Producto, P roducto, Todos)

Tiempo = ({Fecha, Mes, Año, Todos},≤T iempo, Fecha, Todos)
Causa = ({Causa, Todos},≤Causa, T odos)

(3.7)

El único elemento que nos quedarı́a por definir serı́a la relación A entre dimen-

siones y hechos. En este caso, la relación tendrı́a la forma

A : Edad × Producto × Fecha × Causa → {Cantidad} ∪ ∅ (3.8)

3.2.2. Operaciones

Una vez que tenemos nuestra estructura multidimensional, necesitamos dotar-

la de las operaciones básicas. En este apartado realizaremos la definición de las

operaciones para cambiar el nivel de las jerarquı́as (roll-up y drill-down) junto a

la selección, proyección (dice y slice, respectivamente) y pivotaje. En la sección

3.7 veremos un ejemplo de la combinación de diferentes operaciones para dar

respuesta a una consulta.

3.2.2.1. Roll-up

A la hora de aplicar la operación de roll-up, necesitamos agregar los hechos

de niveles inferiores al establecido. Para cada valor del nuevo nivel de definición

de hechos en el nuevo DataCubo, necesitamos obtener el conjunto de hechos con

los que están relacionamos para obtener el valor del nuevo hecho, que resume a

estos. Para obtenerlos lo haremos de forma recursiva: si el nivel considerado es

el básico, para cada valor tendremos que obtener el conjunto de hechos que están

relacionado con éste; si por el contrario es un nivel más alto en la jerarquı́a el
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conjunto de hechos relacionados serı́a la unión de los conjuntos de hechos rela-

cionados con los elementos de niveles pertenecientes al conjunto de hijos del nivel

que están agrupados por el valor. En el caso preciso este conjunto se define como

sigue.

Definición 3.10 Sea −→c = (c1
b , ..., cij , ..., c

n
b ). Para cada valor cij perteneciente

a lr tendremos el conjunto

Fcij =


⋃

lk∈Hlr

Fckp
/ckp ∈ lk ∧ ckp ⊆ cij si lr �= lb

{h/h ∈ F ∧ ∃−→c A(−→c ) = h} si lr = lb

(3.9)

Una vez tenemos la definición de Fcij , podemos introducir la operación roll-

up.

Definición 3.11 El resultado de aplicar la operación roll-up sobre la dimensión

di, el nivel lr (lr �= l⊥), utilizando el operador G sobre un DataCubo C =
(D, lb, F, A, H) es otro DataCubo C ′ = (D, l′b, F

′, A′, H ′) tal que:

l′b = (l1b, ..., lr, ..., lnb),

A′(c1
b , ..., c

r
j , ..., c

n
b ) = G({h/h ∈ Fcr

j
}),

F ′ es la imagen de A′,

H ′ = (A, lb, F, G, H).

Como puede verse, lo que se hace es modificar la granularidad, haciendo que

los hechos estén definidos al nivel lr en lugar de lb, con lo que disminuimos el

nivel de detalle.

De la definición de la operación de roll-up que hemos hecho, podemos em-

pezar a ver el funcionamiento de la estructura historia dentro del modelo. Al
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Figura 3.3: Ejemplo de la aplicación de las operaciones roll-up y drill-down

aplicar la operación, estamos disminuyendo el nivel de detalle. Agregamos la in-

formación utilizando un operador G que resume la información hasta la granu-

laridad deseada. La estructura historia lo que consigue es que se almacene los

diferentes niveles de granularidad por los que ha ido pasando el DataCubo, para

volver a ellos si fuera necesario.

Si aplicamos una operación de roll-up sobre el esquema presentado en la sec-

ción3.2.1.4 utilizando la dimensión Tiempo y nivel Mes con operador de agre-

gación Media lo que obtendrı́amos serı́a un nuevo DataCubo en el que los hechos

estarı́a definidos a nivel de meses en lugar de fechas concretas, con lo que la gran-

ularidad habrı́a aumentado, disminuyendo el nivel de detalle (Figura 3.3).

3.2.2.2. Drill-down

La operación anterior implica disminuir el nivel de detalle, aumentando el

tamaño del grano al que están definidos los hechos. La operación drill-down es

justo lo contrario: aumentar el nivel de detalle de los hechos, definiéndolos a nive-

les más bajos de la jerarquı́a.
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Para poder llevar a cabo ese aumento del detalle, necesitamos que la infor-

mación esté disponible en el DataCubo de forma cuando menos implı́cita. Este

papel es el que juega la estructura historia que hemos definido. De esta forma,

realizar un drill-down no será más que recuperar la información a un nivel mayor

de detalle en el que se encontraba antes de realizar un roll-up.

Definición 3.12 El resultado de aplicar drill-down sobre el DataCubo C =
(D, lb, F, A, H) con H = (A′, l′b, F

′, H ′) es otro DataCubo C ′ = (D, l′b, F
′, A′, H ′).

Como puede verse de la definición, lo que se hace es recuperar la información

almacenada en la estructura de tipo historia. Cada aplicación de esta operación

implica deshacer un roll-up anterior, de esta forma podemos llegar hasta el Data-

Cubo básico de partida sin pérdida de información.

Si aplicáramos una operación tipo drill-down sobre el DataCubo resultado del

ejemplo de la sección anterior (Figura 3.3) lo que obtendrı́amos serı́a el DataCubo

de partida (el DataCubo básico que comenzamos definiendo).

3.2.2.3. Dice

En muchos análisis es posible que necesitemos centrarnos en una parte del

DataCubo. Esta área quedará delimitada por las coordenadas de las dimensiones

que definen los hechos. La operación dice se encarga de hacer justo esto: selec-

cionar un área del DataCubo basada en condiciones sobre los valores de las di-

mensiones. Estas condiciones afectan a los valores sobre los que los aplicamos y

los que están relacionados que pertenecen a otros niveles.

Definición 3.13 El resultado de aplicar dice con una condición β sobre el nivel

lr de la dimensión di del DataCubo C = (D, lb, F, A, H) es otro DataCubo C ′ =
(D′, l′b, F

′, A′, Ω) donde:
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D′ = {d1, ..., d
′
i, ..., dn} donde d′i = (l′i,≤di , lb, l�) con l′ = {lj/lb ≤di

dlj} y

d′i.l
′
j =


{cjk/cjk ∈ lj ∧ β(cjk)} si l′j = lr

{cjk/cjk ∈ di.lj ∧ β(cjk) ∧ cjk ⊆ cr} si l′j ≤d lr

{cjk/cjk ∈ di.lj ∧ β(cjk) ∧ cr ⊆ cjr)} si lr ≤d l′j

A′(c1
b , ..., c

i
b, ..., c

n
b ) = (h, α)/c1

b ∈ d′1.l′b∧ ...∧cn
b ∈ d′n.l′b∧A(c1

b , ..., c
n
b ) =

(h, α),

F ′ serı́a la imagen de A′.

Lo que conseguimos al aplicar la operación es restringir los valores de la di-

mensión a aquellos que cumplan la condición y o que estén relacionados con

alguno que la cumpla (en niveles superiores o inferiores).

En la aplicación de la operación vemos como en el nuevo DataCubo establece-

mos la estructura historia a Ω (eliminamos los estados anteriores). Esto es ası́ pues

al aplicar esta operación lo que estamos obteniendo es un DataCubo que repre-

senta un nuevo esquema multidimensional y un cambio del anterior. Por esto, este

nuevo DataCubo se considerará básico para este nuevo esquema.

En el caso del DataCubo ejemplo, es posible que quisiéramos centrarnos en las

quejas realizadas en un único mes. De esta forma lo que hacemos es quedarnos con

una parte del espacio multidimensional de partida. Para hacerlo tendrı́amos que

realizar una operación dice en la dimensión Tiempo y nivel Mes con la condición

β(x) =”x es Enero”, para el caso de querer estudiar las quejas realizadas en este

mes.

3.2.2.4. Slice

Algunos análisis pueden depender de no todas las dimensiones que tengamos

definidas en un DataCubo. En estos casos debemos reducir la dimensionalidad,
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modificando los hechos para reflejar ésta reducción. Como en el caso de la op-

eración de roll-up, lo que sucede es una disminución del detalle al que están

definidos los hechos. Por ello, utilizaremos un operador de agregación para re-

alizar esta modificación. En este caso, cada hecho nuevo será el resultado de agre-

gar los que compartan las coordenadas de las dimensiones no implicadas en la

operación. Además, estas coordenadas serán las de estos nuevos hechos.

Como puede verse, esta operación modifica la estructura del DataCubo. Por

esto, y como en el caso de dice, el resultado es un esquema multidimensional

distinto, aunque obtenido a partir de uno existente. Por esto, la estructura de tipo

historia del DataCubo resultado volverá a ser Ω.

Definición 3.14 El resultado de aplicar slice sobre la dimensión di con el opera-

dor de agregación G en el DataCubo C = (D, lb, F, A, H) serı́a un DataCubo

C ′ = (D′, l′b, F
′, A′, Ω) tal que:

D′ = (d1, ..., di−1, di+1, ..., dn),

l′b = (lib, ..., li−1b, li+1b, ..., lnb),

A′(c1
b , ..., c

i−1
b , ci+1

b , ..., cn
b ) = G({h/∃ci

bA(c1
b , ..., c

i−1
b , ci

b, c
i+1
b , ..., cn

b ) =
h}),

F ′ es la imagen de A′.

Si quisiéramos eliminar la componente temporal del análisis de las quejas, lo

que deberı́amos hacer es no considerar la dimensión Tiempo. Esto se traduce en

una reducción de la dimensionalidad de esquema (de cuatro dimensiones pasarı́amos

a tres) por lo que necesitarı́amos agregar los hechos para establecer la granularidad

a esta nueva dimensionalidad. Una operación Slice aplicada sobre el DataCubo, y

aplicada a la dimensión Tiempo, utilizando la función de agregación Suma lo que

nos darı́a serı́a un nuevo DataCubo con tres dimensiones y como hechos el número

de quejas para cada combinación de los valores de estas dimensiones (Figura 3.4).
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Figura 3.4: Ejemplo de la aplicación de la operación Slice

3.2.2.5. Pivot

Otra de las operaciones que se pueden presentar es el cambio en la definición

de las coordenadas de cada hecho, modificando el orden de las mismas. Esto se

traduce en un cambio en el orden de las dimensiones dentro de la estructura del

DataCubo. Esta operación implica la obtención de un nuevo esquema multidimen-

sional en cuanto a su definición en el modelo.

Definición 3.15 El resultado de pivotar las dimensiones di y dj en un DataCubo

C = (D, lb, F, A, H) es otro DataCubo C ′ = (D′, l′b, F, A′, Ω) donde:

D′ = (d1, ..., di−1, dj , di+1, ..., dj−1, di, dj+1, ..., dn),

l′b = (l1b, ..., li−1b, ljb, li+1b, ..., lj−1b, lib, lj+1b, ..., lnb),

A(1b , ..., c
i−1
b , ai

b, a
i+1
b , ..., cj−1

b , cj
b, c

j+1
b , ..., cn

b ) =
A(c1

b , ..., c
i−1
b , aj

b, c
i+1
b , ..., cj−1

b , ai
b, a

j+1
b , ..., cn

b ).
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Figura 3.5: Ejemplo de la aplicación de la operación pivot

Esta operación es puramente estructural dado que no modifica los valores del

DataCubo sino el orden de acceso a ellos. Sobre el DataCubo anterior, aplicar-

la sobre las dimensiones Tiempo y Producto (Figura 3.5) implicarı́a pasar de la

estructura

CQuejas = ({Cliente, Producto, T iempo, Causa}, {Cantidad} ∪ ∅, Ω, A)
(3.10)

a la siguiente

C ′
Quejas = ({Cliente, T iempo, Producto, Causa}, {Cantidad} ∪ ∅, Ω, A)

(3.11)

3.2.3. DataCubo Válido

Una vez definidas las operaciones sobre nuestra estructura nos queda definir

qué esquemas de los posibles que podemos obtener con nuestra estructura repre-

sentan un esquema multidimensional válido.
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Definición 3.16 Un DataCubo es válido si es un DataCubo básico o se ha obtenido

aplicando un número finito de operaciones sobre un DataCubo básico.

3.3. Modelo Multidimensional Difuso

Una vez que hemos presentado un modelo multidimensional preciso, lo uti-

lizaremos para extender los conceptos y poder representar la imprecisión e incer-

tidumbre. Para ello utilizaremos la Teorı́a de los Conjuntos Difusos ( [Zad65]).

En esta caso iremos presentando los mismos conceptos que el caso preciso, ex-

plicando cuáles son las diferencias al considerar una estructura difusa y cómo se

adaptan las definiciones a esta nueva casuı́stica.

3.3.1. Estructura Multidimensional Difusa

Como en el caso preciso, comenzaremos con la estructura de las dimensiones,

introduciendo las relaciones jerárquicas difusas, para presentar posteriormente los

hechos y la estructura que tendrá un DataCubo en el caso difuso.

3.3.2. Dimensión Difusa

La estructura de las dimensiones en el caso difuso será similar al preciso.

La definición 3.1 serı́a también válida para una dimensión difusa. La diferencia

radicará en que los nombres o etiquetas de los niveles no representarán conjuntos

en el sentido clásico, sino desde el punto de la Teorı́a de Conjuntos Difusos (

[Zad65]). De esta manera podremos modelar conceptos difusos y relacionarlos en

una jerarquı́a. El resultado final será un jerarquı́a difusa sobre los elementos de la

dimensión.

En este caso, un elemento puede estar incluido en el conjunto que define otro,

pero tendremos que tener en cuenta que habrá asociado un grado de pertenencia.
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Cada elemento de un nivel lo que definirá es un conjunto difuso. Para establecer

este grado de pertenencia, utilizaremos la relación de parentesco.

Definición 3.17 Para cada par de niveles li y lj tal que tendremos la relación

µij : li × lj → [0, 1] (3.12)

A esta relación la denominaremos relación de parentesco.

Mediante esta relación podremos definir el grado de inclusión de los elemen-

tos de un nivel en sus niveles padre. Si esta función sólo toma como posibles

valores 0 ó 1 y cada elemento de un nivel sólo toma este segundo para un valor de

un nivel padre, nos encontramos en el caso de una relación de jerarquı́a precisa en-

tre los dos niveles (el elemento o pertenece completamente o no pertenece). Este

serı́a el caso de la relación entre los valores de los niveles Mayor Edad y Edad de

la jerarquı́a de la figura 3.1. Para estos, la relación de parentesco que los une serı́a

µMayor Edad,Edad(Si, x) =

{
1 si x ∈ [18, 100]
0 en otro caso

µMayor Edad,Edad(No, x) =

{
1 si x ∈ [1, 17]
0 en otro caso

que equivaldrı́a a la relación definida en el caso preciso.

Este concepto de jerarquı́a se puede suavizar si permitimos que la función en-

tre los niveles tome valores en todo el intervalo [0,1] y que se puedan establecer

más de un valor mayor que cero para un valor con diferentes valores de un nivel

padre (pasar de relaciones uno-a-mucho a muchos-a-muchos). En este caso, es-

tarı́amos hablando de una relación de jerarquı́a difusa entre los niveles. Mediante

esta relación podemos manejar la imprecisión entre los elementos en las jerar-

quı́as.
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Figura 3.6: Definición de la relación de parentesco entre los niveles Grupo y Edad

El valor entre dos elementos en esta relación establece el grado de certeza

de la relación de jerarquı́a, permitiendo también que un valor sea agrupado por

diferentes valores en niveles superiores. Sobre nuestro ejemplo de dimensión, la

relación entre Grupo y Edad lo que pretende es agrupar las posibles edades de las

personas atendiendo a si son jóvenes, adultas o viejas. Este tipo de agrupamien-

to se modela de forma más natural si utilizamos este tipo de relación de jerar-

quı́a difusa. En la figura 3.6 viene recogida cómo serı́a la forma de la función

µGrupo,Edad.

Cuando los niveles son no consecutivos en la jerarquı́a, necesitamos extender

esta relación. Esta nos dará el grado de pertenencia de un elemento al conjunto di-

fuso que define un elemento en un nivel superior. Lo que haremos será considerar

las relaciones de parentesco existentes entre los niveles intermedios. Aplicando

estas ideas, definimos la relación de parentesco extendida.

Definición 3.18 Para cada par de niveles li y lj pertenecientes a d tal que lj≤dli∧lj �=li

tendremos la relación ηij : li × lj → [0, 1] definida como

ηij(a, b) =

 µij(a, b) si lj∈Hli⊕
lk∈Hli

⊗
c∈lk

(µik(a, c) ⊗ ηkj(c, b)) en otro caso (3.13)
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donde
⊕

y
⊗

son una t-conorma y una t-norma respectivamente o de la familia

de los operadores MOM y MAM, definidos por Yager ( [Yag94]), que incluyen

a las t-conormas y t-normas, respectivamente. Esta relación la denominaremos

relación de parentesco extendida.

Esta relación lo que nos indica es el grado de conexión entre los valores de dos

niveles no consecutivos en la jerarquı́a. Para hacerlo lo que se hace es considerar

todos los posibles caminos entre los dos niveles agrupando los valores de cada

uno mediante una función tipo y-lógico (familia de operadores MAM), y agrupar

el valor obtenido en cada camino mediante una función de tipo o-lógico (familia

de operadores MOM).

Para aclarar el procedimiento, veamos como se harı́a en el esquema de di-

mensión que hemos utilizado como ejemplo, calculando ηTodo,Edad(Todo, 25).
En este caso, entre los dos niveles existen dos posibles caminos. Veamos cada uno

de ellos:

Todo – Mayor Edad – Edad. Para este camino, tenemos dos posibilidades

dependiendo de los valores del nivel intermedio que consideramos. En la

figura 3.7.a se recogen ambos. Si consideramos los valores de ambas op-

ciones, tenemos para este camino (1 ⊗ 1) ⊕ (1 ⊗ 0).

Todo – Grupo – Edad. Como en el caso anterior, también tenemos varias

opciones que vienen recogidas en la figura 3.7.b. Agrupando los valores

tenemos (1 ⊗ 0,7) ⊕ (1 ⊗ 0,3) ⊕ (1 ⊗ 0).

Una vez calculados los dos caminos, agruparı́amos los dos utilizando una t-

conorma. Si utilizamos el máximo como t-conorma y el mı́nimo como t-norma,

tendrı́amos

((1 ⊗ 1) ⊕ (1 ⊗ 0)) ⊕ ((1 ⊗ 0, 7) ⊕ (1 ⊗ 0, 3) ⊕ (1 ⊗ 0)) =
(1 ⊕ 0) ⊕ (0, 7 ⊕ 0, 3 ⊕ 0) = 1 ⊕ 0, 7 = 1,
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Figura 3.7: Ejemplo de cálculo de la relación de parentesco extendido. a) camino

Todas – Mayor Edad – Edad b) camino Todas – Grupo – Edad

con lo que el valor para ηTodo,Edad(Todo, 25) serı́a 1, interpretando con este re-

sultado que la edad 25 está agrupada bajo la etiqueta ”Todo” del nivel ”Todo”

con grado 1.

3.3.2.1. Hechos Difusos

Las variables del dominio que queremos analizar definirán los hechos del

DataCubo. En el caso difuso, junto a las variables a analizar incluimos un va-

lor que nos da el grado de certeza de dicho hecho. Mediante este grado podremos

incluir datos con incertidumbre en el análisis y controlar su influencia en el mis-

mo.

Si se desea utilizar diferentes fuentes de información, es posible que no todas

sean igual de confiables en cuanto a la veracidad de sus datos (p.e. sean externas a

la organización). En los modelos precisos no es posible distinguir la información

según su fuente. En este caso, tendremos dos posibilidades:

Considerar los datos. De esta forma estarı́amos corriendo el peligro de

tomar decisiones estratégicas basadas en datos que pueden no ser correc-
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tos.

No considerarlos. Ahora el problema es justo el contrario dado que nos

arriesgarı́amos a decisiones basadas en un conjunto sesgado de datos.

Este problema podrı́amos abordarlo estableciendo la importancia de la infor-

mación según su fuente y ası́ controlar la influencia en el análisis. Esto podemos

hacerlo en el modelo difuso mediante el grado de certeza que hemos comentado,

de forma que los datos procedentes de las fuentes menos confiables tuvieran un

grado bajo para disminuir el posible error de utilizarlo, pero aun ası́ considerándo-

los para el análisis.

Ası́ pues, los hechos en el caso difuso quedarı́an definidos como sigue.

Definición 3.19 Considerando un conjunto de atributos A1, ..., An con dominios

D1, ..., Dn, denominaremos hecho a cualquier par (h, α), donde h = (x1, ..., xn)
con xi ∈ Di ∀i = 1, ..., n, es decir, cualquier n-tupla definida sobre los dominios

de los atributos que interesa estudiar, y α ∈ [0, 1].

El valor α serı́a el que controları́a la influencia del hecho en el posterior análi-

sis. Cuanto más cercano a 1 sea este valor, mayor será la influencia. Este enfoque

es el mismo al utilizado en el modelo propuesto por Laurent ( [Lau03b]).

En el caso del DataCubo de ventas con las medidas cantidad vendida y precio,

usado como ejemplo en los hechos precisos, en este caso tendrı́amos que añadirle a

cada hecho un valor α en el intervalo [0, 1]. Ası́ pues, el mismo hecho de ejemplo

en el caso preciso (1, 3′5) en el caso difuso se establecerı́a como ((1, 3′5), 1),
suponiendo que tenga un valor de certeza 1.

En consecuencia, los operadores de agregación tienen que tener en cuenta

este grado de certeza que consideramos en cada hecho. Además, el resultado de

aplicarlos debe ser a su vez un hecho, dado que el conjunto de operaciones ha
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de ser cerrado. Como en el caso preciso, el operador debe trabajar sobre bol-

sas de datos, aunque en este caso difusas (Sección 2.1.1). En la literatura se han

propuesto múltiples métodos de agregación de valores difusos. Para no limitar la

potencia del modelo, no nos centramos en ninguno en particular. Por ello, estable-

cemos condiciones genéricas para la definición de los operadores de agregación.

Ası́ pues, un operador de agregación para nuestro modelo difuso responderı́a a la

siguiente definición.

Definición 3.20 Siendo B̃(X) el conjunto de todas las posibles bolsas difusas

definidas utilizando los elementos de X , P̃(X) las partes difusas de X, y Dx un

dominio natural o numérico, definimos un operador de agregación G como una

función G : B̃(Dx) → P̃(Dx) × [0, 1].

Un ejemplo de operadores de agregación sobre valores difusos son los pro-

puestos por Rundensteiner y Bic ( [RB89]) para un modelo relacional difuso y

que hemos comentado en la Sección 2.1.6.4 . Para utilizarlos en nuestro modelo

multidimensional los adaptaremos a la estructura de los hechos.

Definición 3.21 Si R es un operador de agregación definido por Rundensteiner y

Bic, y F la bolsa difusa que agregar, definimos el operador GR en nuestro modelo

como GR(F ) = (R(F ′), 1) donde F ′ = {α/h tal que (h, α) ∈ F}.

Para clarificar esta definición veamos un ejemplo simple. Supongamos que

nuestra bolsa de hechos a agregar es

F = {({1/2, 0′7/8, 0′2/17}, 1), ({1/3, 0′7/4, 0′2/6, 0′1/18}, 1)} (3.14)

y queremos calcular la Media de los mismos. El parámetro sobre el que operarı́a

el operador de Rundensteiner serı́a

F ′ = {1/{1/2, 0′7/8, 0′2/17}, 1/{1/3, 0′7/4, 0′2/6, 0′1/18}} (3.15)
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y el resultado obtenido:

GMedia(F ) =
(Media({1/{1/2, 0′7/8, 0′2/17}, 1/{1/3, 0′7/4, 0′2/6, 0′1/18}}), 1) =

({1/3, 0′7/4, 0′2/6, 0′1/18, 0′7/8, 0′2/17}, 1)
(3.16)

3.3.2.2. DataCubo Difuso

En el caso difuso, un DataCubo estará compuesto por los mismos elementos

que en el caso preciso. Lo que variará será el tipo de éstos. Ası́ pues, en lugar de

tener un conjunto de dimensiones precisas, trabajará sobre dimensiones difusas.

El mismo caso será el de los hechos, dado que ahora incorporarán un valor de

certeza. La estructura de tipo historia utilizada para almacenar los cambios de

nivel, también modificará el tipo de los datos que almacena para adaptarse al caso

difuso. Por eso, la definición será similar a la 3.8.

Definición 3.22 Un DataCubo difuso es una tupla C = (D, lb, F, H, A) tal que

D = (d1, ..., dn) es un conjunto de dimensiones difusas, lb = (l1b, ..., lnb) con-

junto de niveles tal que lib pertenece a di, F = R ∪ ∅ donde R es el conjunto de

hechos difusos y ∅ un sı́mbolo especial, H es un objeto de tipo historia, y A es

una aplicación definida como A : l1b × ...× lnb → F , que para cada conjunto de

valores de las dimensiones devuelve el hecho relacionado con estas coordenadas.

La consideración de cuándo un DataCubo es básico será la misma que en el

caso crisp (definición 3.9).

3.3.3. Operaciones

Una vez que hemos extendido la estructura para la consideración de jerarquı́as

y hechos difusos, tenemos que estudiar cómo se ven modificadas las operaciones
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para tratar estas estructuras. Como en el caso preciso, en la sección 3.7 veremos

ejemplos de combinación de operaciones para dar respuesta a consultas de ejem-

plo.

3.3.3.1. Roll-up

En el modelo difuso hemos visto cómo se ve modificada la relación entre los

elementos en una dimensión. Ahora un valor en un nivel podrá estar relaciona-

do con varios de un mismo nivel superior, teniendo en cada caso un valor de

pertenencia dado. Esto hace que al aplicar la operación de roll-up, el conjunto de

hechos a agregar no sea disjunto para dos valores de un mismo nivel. Por esto,

lo primero que tenemos que modificar es la obtención de este conjunto de hechos

relacionados con cada valor en las niveles de una dimensión. En el caso difuso,

consideraremos que un hecho está relacionado con un valor de un nivel si existe

un camino en la jerarquı́a hasta el valor con todas las relaciones de parentesco

estrictamente mayor que 0.

Definición 3.23 Sea −→c = (c1
b , ..., cij , ..., c

n
b ). Para cada valor cij perteneciente

a lr tendremos el conjunto

Fcij =


⋃

lk∈Hlr

Fckp
/ckp ∈ lk ∧ µik(cij , ckp) > 0 si lr �= lb

{h/h ∈ F ∧ ∃−→c A(−→c ) = h} si lr = lb

(3.17)

El conjunto Fcij representa a todos los hechos que tienen alguna relación, por

pequeña que sea, con este valor cij . Con esta definición ya podemos introducir la

operación roll-up en nuestro modelo multidimensional difuso.

Definición 3.24 El resultado de aplica la operación roll-up sobre la dimensión

di, el nivel lr (lr �= l⊥), utilizando el operar G sobre un DataCubo C = (D, lb, F, A, H)
es otro DataCubo C ′ = (D, l′b, F

′, A′, H ′) tal que:
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l′b = (l1b, ..., lr, ..., lnb),

A′(c1
b , ..., c

r
j , ..., c

n
b ) = G({(b, α⊗ηrb(cr

j , c
r
b))/(b, α) ∈ Fcr

j
∧A(c1

b , ...c
r
b, ..., c

n
b ) =

(b, α)}),

F ′ es la imagen de A′,

H ′ = (A, lb, F, G, H).

Como puede verse, la definición es muy similar al caso crisp. Las principales

diferencias radican en el conjunto de hechos que agregar en cada caso y en el

propio operador de agregación que utilicemos. Los nuevos hechos serán conjuntos

difusos. El papel de la historia se mantiene, almacenando el estado anterior al roll-

up para poder recuperarlo si fuera necesario.

El agregar una gran cantidad de hechos utilizando los operadores difusos pro-

puestos en la literatura es muy costoso. Por eso puede ser interesante no considerar

hechos con una certeza muy baja cuya influencia en el resultado final es casi ina-

preciable. Si a la hora de aplicar la operación sólo queremos considerar los valores

cuya relación sea mayor que un grado prestablecido, utilizarı́amos la operación

roll − upα, definida a continuación.

Para poder limitar el grado de relación de los elementos definimos el siguiente

conjunto.

Definición 3.25 Sea −→c = (c1
b , ..., cij , ..., c

n
b ). Para cada valor cij perteneciente

a lr y α ∈ [0, 1] tendremos el conjunto

Fα
cij

=


⋃

lk∈Hlr

Fα
ckp

/ckp ∈ lk ∧ µik(cij , ckp) ≥ α si lr �= lb

{h/h ∈ F ∧ ∃a1, ..., anA(a1, ..., an) = h} si lr = lb

(3.18)

que referencia todos los elementos que tienen relación con el elemento cij con

grado como mı́nimo α.
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Una vez tenemos tenemos el conjunto restringido de hechos, su utilización en

el roll-up es directa.

Definición 3.26 Sea α ∈ [0, 1], el resultado de aplicar la operación roll-upα

sobre la dimensión di, el nivel lr (lr �= l⊥), utilizando el operar G sobre un

DataCubo C = (D, lb, F, A, H) es otro DataCubo C ′ = (D, l′b, F
′, A′, H ′) tal

que:

l′b = (l1b, ..., lr, ..., lnb),

A′(c1
b , ..., c

r
j , ..., c

n
b ) = G({(b, α⊗ηrb(cr

j , c
r
b))/(b, α) ∈ Fα

cr
j
∧A(c1

b , ...c
r
b , ..., c

n
b ) =

(b, α)}),

F ′ es la imagen de A′,

H ′ = (A, lb, F, G, H).

Si utilizamos roll − up1 estarı́amos en el caso preciso, dado que sólo consi-

deramos dos posibles relaciones entre valores en las dimensiones: o está comple-

tamente relacionado o no lo está.

3.3.3.2. Drill-down

Esta operación no se ve modificada en el caso difuso, dado que sólo recupera

la información almacenada en la estructura historia para deshacer la disminución

de detalle realizada con una operación de roll-up. Por esto, la definición realizada

para el caso preciso seguirá siendo válida, siempre teniendo en cuenta las diferen-

cias en las estructuras implicadas.
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3.3.3.3. Dice

Al realizar dice restringimos los valores de una dimensión a aquellos que

cumplan una condición y a aquellos que estén relacionados con algún valor que

sı́ la cumple. En el caso difuso, estos valores de otros niveles se han de obtener

basándose en la relación de parentesco extendida. La definición de la operación

serı́a la siguiente.

Definición 3.27 El resultado de aplicar dice con una condición β sobre el nivel

lr de la dimensión di del DataCubo C = (D, lb, F, A, H) es otro DataCubo

C ′ = (D′, l′b, F
′, A′, Ω) donde:

D′ = {d1, ..., d
′
i, ..., dn} donde d′i = (l′i,≤di , lb, l�) con l′ = {lj/lb ≤di

dlj} y

d′i.l
′
j =


{cjk/cjk ∈ lj ∧ β(cjk)} si l′j = lr

{cjk/cjk ∈ di.lj ∧ δrj(cjk)} si l′j ≤d lr

{cjk/cjk ∈ di.lj ∧ δjr(cjk)} si lr ≤d l′j

donde δij(c) = ∃cr ∈ lrβ(cr) ∧ ηij(cr, c) > 0,

A′(c1
b , ..., c

i
b, ..., c

n
b ) = (h, α)/c1

b ∈ d′1.l′b∧ ...∧cn
b ∈ d′n.l′b∧A(c1

b , ..., c
n
b ) =

(h, α),

F ′ serı́a la imagen de A′.

De esta definición vemos que la diferencia con el caso preciso radica en la se-

lección que hacemos de los valores. En el preciso eran aquellos que estaban inclui-

dos en uno que sı́ lo cumple. En el caso difuso relajamos la condición, consideran-

do son todos aquellos que tengan alguna relación con un valor que sı́ cumpla la

condición.
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Considerar todos los valores por baja que sea la relación puede no interesar

en algunos casos. Para restringir la selección a los valores que estén relacionados

con los que cumplen la condición con un grado cuando menos α, definimos la

operación diceα.

Definición 3.28 Sea α ∈ [0, 1], el resultado de aplicar diceα con una condición

β sobre el nivel lr de la dimensión di del DataCubo C = (D, lb, F, A, H) es otro

DataCubo C ′ = (D′, l′b, F ′, A′, Ω) donde:

D′ = d1, ..., d
′
i, ..., dn donde d′i = (l′i,≤di , lb, l�) con l′ = {lj/lb ≤di dlj}

y

d′i.l
′
j =


{cjk/cjk ∈ lj ∧ β(cjk)} si l′j = lr

{cjk/cjk ∈ di.lj ∧ δrj(cjk)} si l′j ≤d lr

{cjk/cjk ∈ di.lj ∧ δjr(cjk)} si lr ≤d l′j

donde δij(v) = ∃x ∈ lrβ(x) ∧ ηij(x, v) ≥ α,

A′(c1
b , ..., c

i
b, ..., c

n
b ) = (h, α)/c1

b ∈ d′1.l′b∧ ...∧cn
b ∈ d′n.l′b∧A(c1

b , ..., c
n
b ) =

(h, α),

F ′ serı́a la imagen de A′.

3.3.3.4. Slice

Al eliminar una dimensión del DataCubo, hemos de agregar valores para re-

ducir la dimensionalidad. tanto en el caso preciso como el difuso el procedimiento

es el mismo, dado que no se ven implicadas las jerarquı́as de las dimensiones. La

diferencia radicará en que en el caso difuso tenemos que agregar hechos que son

valores con un valor de certeza utilizando un operador de agregación que lo con-

temple. Por esto, la definición 3.14 seguirá siendo válida, siempre teniendo en

cuenta que trabaja sobre estructuras distintas.
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3.3.3.5. Pivot

Esta operación al ser una reordenación de las estructuras del DataCubo, no

influye cual sea la estructura interna de estas. No necesita información de las jer-

arquı́as ni de los hechos para operador (es un cambio estructuras puro) por lo que

la no hace falta adaptar la definición a la nueva estructura difusa.

Con esta operación hemos completado la extensión del modelo al caso difuso.

Hemos definido la estructura multidimensional para contemplar la utilización de

tanto hechos difusos como jerarquı́as difusas en la dimensiones. Para dotar de

funcionalidad al modelo hemos formulado las principales operaciones (roll-up,

drill-down, dice, slice y pivot) de los sistemas OLAP para dar respuesta a las

consultas sobre un datacubo difuso. Para completar el modelo tendrı́amos que

estudiar las propiedades de las operaciones. En la sección 3.5 se presentan las

principales propiedades encontradas, dado que son compartidas por la extensión

que se presenta a continuación.

Tras las propiedades presentaremos un ejemplo completo en el que se utilizan

relaciones difusas y las lingüı́sticas que vamos a presentar a continuación.

3.4. Estructura Multidimensional con Jerarquı́as Lingüı́sti-

cas

A la hora de abordar un análisis, es interesante contar con el conocimiento

aportado por expertos para enriquecer los modelos. En este sentido, los expertos

y los no expertos se sienten más cómodos trabajando con etiquetas lingüı́sticas

en lugar que tener que aportar valores exactos. El modelo multidimensional prop-

uesto permite modelar conceptos de forma relajada para representarlos de manera

más intuitiva.

Un experto será complicado que establezca un valor concreto para representar
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la relación entre dos elementos. En su lugar, le será más fácil calificarla con un

grado del estilo ”la relación entre los elementos es alta”.

El modelo difuso presentado no da esta facilidad. Por esto, lo que proponemos

es extender el modelo difuso para permitir la definición de las relaciones entre

los valores en la jerarquı́a utilizando etiquetas lingüı́sticas. Esto influirá tanto en

la definición de la relación de parentesco como en la de parentesco extendido

(modificando su cálculo).

En este sentido, tendremos que tener en cuenta que la propuesta que hagamos

tiene que llegar a un compromiso entre facilidad de representación y uso intuitivo

con una pérdida de eficiencia computacional lo menor posible para que el modelo

siga siendo útil.

Las principales caracterı́sticas que le exigiremos al modelo serán:

El modelo debe de ser capaz de trabajar de forma conjunta con valores exac-

tos y etiquetas en una dimensión dada. No en todas las relaciones jerárquicas

tendremos la imprecisión de las etiquetas, por lo que no debe de forzarse a

utilizarlas, introduciendo imprecisión donde se pueda evitar.

Debe de poder trabajar sobre conjuntos distintos de etiquetas. Particular-

mente debe de ser capaz de manejar conjuntos de etiquetas con diferentes

niveles de granularidad. Es posible que diferentes relaciones se definan con

diferentes conjuntos de etiquetas debido a que las aporten personas distintas

o que cada relación tenga necesidades distintas y no compatibles. Por esto,

la solución que aportemos debe de poder trabajar independientemente de

los conjuntos de etiquetas que se presenten en una dimensión dada.

El manejo de la jerarquı́a debe de ser eficiente desde el punto de vista com-

putacional para que no se pierda la operatividad de los análisis.

En el capı́tulo 2 hemos comentado algunas posibilidades propuestas para op-

erar con etiquetas lingüı́sticas. Presentan diferentes problemas:
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Figura 3.8: Ejemplo de aplicación del principio de extensión al mı́nimo como t-

norma

Transformar todas las etiquetas al nivel de granularidad menor y operar

a este nivel. El principal problema de esta alternativa se presenta en la

etiquetas de grano mayor. En este caso para operar son traducidas a eti-

quetas más precisas. Si el nivel más fino es numérico (existen relaciones

jerárquicas difusas o incluso crisp) utilizar esta aproximación implica aso-

ciar a cualquier etiqueta un valor caracterı́stico mediante algún método (el

centro de gravedad del conjunto difuso y la moda son métodos ampliamente

utilizados) y trabajar con la aritmética clásica.

Transformar todas las etiquetas al nivel más grueso. En este caso se añade

imprecisión a los valores definidos en niveles más finos. Ahora también

necesitaremos operadores para esta granularidad, complicando el diseño y

la eficiencia del proceso global.

Trabajar con los etiquetas tal como están definidas utilizando operadores

extendidos (utilizando el Principio de Extensión, [Zad75a]). Conforme se

agrega, se irı́a complicando la representación de los valores (la agregación

de etiquetas y valores concretos no tiene por qué ser una etiqueta, figura

3.8) por lo que se perderı́a eficiencia en el modelo.

Por esto, para cumplir con los requerimientos presentados, utilizaremos el

operador AOM
β que hemos desarrollado y presentado en el punto 2.1.6.3.
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3.4.1. Dimensiones con jerarquı́as lingüı́sticas

Como ya hemos comentado, utilizar etiquetas lingüı́sticas para la definición

de relaciones jerárquicas implica una modificación de la relación de parentesco y

su extensión a cualesquiera niveles de la dimensión.

Cada etiqueta lingüı́stica tendrá asociado un número difuso en el intervalo

[0,1]. Por esto, tenemos que extender las relaciones para trabajar en lugar de sobre

valores concretos (x ∈ [0, 1]) a números difusos en el mismo intervalo (x̃ ∈ ˜[0, 1]).
Por esto, la relación de parentesco difusa quedarı́a definida como sigue.

Definición 3.29 Para cada par de niveles li y lj tal que lj ∈ Hli tenemos la

relación

µ̃ij : li × lj → ˜[0, 1] (3.19)

A esta relación la denominaremos relación de parentesco difusa.

En el caso de niveles no consecutivos ya vimos que utilizábamos la relación

de parentesco extendida. En esta, agregábamos los valores de la relaciones inter-

medias mediante operadores MAM y MOM. En el caso de trabajar sobre etiquetas

utilizaremos el operador AOM
β que hemos definido. De esta forma, la relación de

parentesco extendido difusa serı́a la siguiente.

Definición 3.30 Para cada par de niveles li y lj de la dimensión d, tal que lj≤dli∧lj �=li,

tenemos la relación η̃ij : li × lj → ˜[0, 1] definida como

η̃ij(a, b) =

{
µ̃ij(a, b) si lj∈Hli

AOM
β (Pl1 , ..., Pln) en otro caso

(3.20)

donde lk ∈ Hli y Plk = AOM
β (δc1 , ..., δcm)∀ci ∈ lk, siendo δc = AOM

1−β(µ̃ik(a, b), η̃kj(c, b)).
A esta relación la denominaremos relación de parentesco extendido difusa.
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3.4.2. Operaciones

Al modificar la relación de parentesco extendida, las operaciones roll-up y

dice se ven modificadas (como puede verse de su definición). Ahora tendrá que

tener en cuenta las etiquetas para obtener cuál es el conjunto de hechos que agre-

gar. Por esto, en el caso de roll-up, lo primero que tendremos que hacer, será ex-

tender la definición del conjunto Fcij para utilizar la nueva definición de las rela-

ciones jerárquicas.

Definición 3.31 Sea −→c = (c1
b , ..., c, ..., c

n
b ). para cada valor cij perteneciente a

lr tenemos el conjunto

F̃cij =


⋃

lk∈Hlr

F̃ckp
/ckp ∈ lk ∧ µ̃ik(cij , ckp) �= 0̃ si lr �= lb

{h/h ∈ F ∧ ∃−→c A(−→c ) = h} si lr = lb

(3.21)

El conjunto F̃cij representa a todos los hechos relaciones con el valor c.

Con esta extensión de F̃cij ya podemos introducir la nueva operación roll-up.

Definición 3.32 Sea Df : ˜[0, 1] → [0, 1] un método de defuzificación. El resul-

tado de aplicar la operación roll-up sobre la dimensión di, el nivel lr (lr �= l⊥),
utilizando el operador G sobre un DataCubo C = (D, lb, F, A, H) es otro Data-

Cubo C ′ = (D, l′b, F
′, A′, H ′) tal que:

l′b = (l1b, ..., lr, ..., lnb),

A′(c1
b , ..., c

r
j , ..., c

n
b ) = G({(b, Df (AOM

1−β(α, η̃rb(cr
j , c

r
b))))/(b, α) ∈ F̃cr

j
∧

A(c1
b , ...c

r
b, ..., c

n
b ) = (b, α)}),

F ′ es la imagen de A′,

H ′ = (A, lb, F, G, H).
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Para el caso de definir roll-upα tenemos que actuar de forma similar. El primer

paso es extender Fα
c para que contemple las etiquetas lingüı́sticas y, sobre este

conjunto, definir la operación. En este caso, este conjunto se verı́a modificada

como sigue.

Definición 3.33 Sea Df un método de defuzificación, −→c = (c1
b , ..., c, ..., c

n
b ) y

α ∈ [0, 1]. Para cada valor cij perteneciente a lr tenemos el conjunto

F̃α
cij

=


⋃

lk∈Hlr

F̃α
ckp

/ckp ∈ lk ∧ Df (µ̃ik(cij , ckp)) ≥ α si lr �= lb

{h/h ∈ F ∧ ∃−→c A(−→c ) = h} si lr = lb

(3.22)

El conjunto F̃α
cij

representa a todos los hechos relaciones con el valor cij con

relación mı́nima α.

Con esto, la operación roll-upα ya puede ser introducida. Se definición serı́a

similar a la de roll-up salvo que este caso consideramos como conjunto de refe-

rencia F̃α en lugar de F̃ .

Definición 3.34 Sea Df un método de defuzificación. El resultado de aplicar la

operación roll-upα sobre la dimensión di, el nivel lr (lr �= l⊥), utilizando el

operador G sobre un DataCubo C = (D, lb, F, A, H) es otro DataCubo C ′ =
(D, l′b, F

′, A′, H ′) tal que:

l′b = (l1b, ..., lr, ..., lnb),

A′(c1
b , ..., c

r
j , ..., c

n
b ) = G({(b, Df (AOM

1−β(α, η̃rb(cr
j , c

r
b))))/(b, α) ∈ F̃α

cr
j
∧

A(c1
b , ...c

r
b , ..., c

n
b ) = (b, α)}),

F ′ es la imagen de A′,

H ′ = (A, lb, F, G, H).
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La otra operación que se ve modificada al utilizar jerarquı́as con relaciones

lingüı́sticas es dice. En esta, se consideran aquellos elementos que cumplen una

condición o están relacionados con uno en otro nivel que la cumple. Por esto,

tendremos que extenderla para contemplar el uso de las etiquetas lingüı́sticas en

estas relaciones. Ası́ pues, la nueva definición quedarı́a como sigue.

Definición 3.35 El resultado de aplicar dice con una condición β sobre el nivel

lr de la dimensión di del DataCubo C = (D, lb, F, A, H) es otro DataCubo C ′ =
(D′, l′b, F

′, A′, Ω) donde:

D′ = {d1, ..., d
′
i, ..., dn} donde d′i = (l′i,≤di , lb, l�) con l′ = {lj/lb ≤di

dlj} y

d′i.l
′
j =


{cjk/cjk ∈ lj ∧ β(cjk)} si l′j = lr

{cjk/cjk ∈ di.lj ∧ δrj(cjk)} si l′j ≤d lr

{cjk/cjk ∈ di.lj ∧ δjr(cjk)} si lr ≤d l′j

donde δij(c) = ∃cr ∈ lrβ(cr) ∧ η̃ij(cr, c) �= 0̃,

A′(c1
b , ..., c

i
b, ..., c

n
b ) = (h, α)/c1

b ∈ d′1.l′b∧ ...∧cn
b ∈ d′n.l′b∧A(c1

b , ..., c
n
b ) =

(h, α),

F ′ serı́a la imagen de A′.

Como puede verse, lo único que se modifica es la consideración que se hace los

elementos relacionados (considerando la relación de parentesco difusa en el nuevo

caso).

También debemos modificar la operación diceα para establecer el umbral de

los valores que consideramos. Como el caso de roll-upα lo que haremos será con-

siderar un umbral concreto sobre las relaciones, por lo que utilizaremos un método
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de defuzificación. Ası́ pues, la diferencia con la definición que acabamos de pre-

sentar será la condición δij donde, para un α dado, en el caso de diceα quedarı́a

como

δij(c) = ∃cr ∈ lrβ(cr) ∧ Df (η̃ij(cr, c)) ≥ α (3.23)

En esta sección hemos introducido la utilización de etiquetas lingüı́sticas en

la definición de las relaciones jerárquicas. Para ello, hemos tenido que redefinir

algunos conceptos para poder trabajar sobre los números difusos subyacentes a

las etiquetas (relación de parentesco y relación de parentesco extendida). Algunas

operaciones también se han tenido que volver a formular, utilizando para la agre-

gación de las etiquetas el operador AOM
β . De esta forma, tenemos un modelo mul-

tidimensional capaz de utilizar etiquetas lingüı́sticas completamente funcional. En

la siguiente sección se presenta las propiedades de las operaciones tanto para el

caso difuso como para el lingüı́stico que acabamos de presentar. Posteriormente

recogemos un ejemplo de DataCubo modelado utilizando tanto relaciones difusas

como lingüı́sticas.

3.5. Propiedades de las operaciones

En este apartado estudiaremos principalmente las propiedades relacionadas

con la asociatividad entre operaciones. Estas propiedades son importantes tanto

de cara al sistema (para polı́ticas de optimización de operaciones decidiendo el

orden de aplicación) como para el usuario (para saber las dependencias entre ope-

raciones y entender los resultados obtenidos).

Las presentamos después de presentar los tres modelos (preciso, difuso y

lingüı́stico) debido a que son compartidas por todos.
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3.5.1. Roll-up y drill-down

Propiedad 3.1 No hay pérdida de información al aplicar roll-up sobre un Data-

Cubo.

Demostración. La propiedad anterior es equivalente a que, partiendo de un

DataCubo sobre el que hemos aplicado operaciones de roll-up, es posible obtener

de nuevo el DataCubo básico. Lo demostraremos mediante inducción:

Supongamos que el DataCubo básico es C = (D, lb, F, A,Ω). Si sobre

él aplicamos roll-up utilizando el operador G, obtenemos como resultado

C ′ = (D, l′b, F
′, A′, H) donde H = (A, lb, F, G, Ω). Para volver a obtener

el DataCubo básico tendrı́amos que aplicar la operación de drill-down.

Suponiéndolo válido para n operaciones de roll-up consecutivas, siendo

Cn = (D, lb, F, A, H), tendrı́amos que Cn+1 = (D′, l′b, F
′, A′, H ′) donde

H ′ = (A, lb, F, G, H). Si aplicáramos una operación de drill-down obten-

drı́amos de nuevo Cn, con lo que se reduce al caso anterior.

Esta propiedad es importante dado que implica que podemos cambiar el nivel

de detalle de un DataCubo tantas veces como se desee, estando seguro de que

no habrá pérdida de información en el proceso. Es decir, podremos recuperar el

estado de partida dado que mantenemos toda la información necesaria. Esto es

gracias al uso de la estructura historia.

Propiedad 3.2 El orden de aplicación de operaciones que implican la agregación

de valores influye en el resultado.

Demostración. Cuando aplicamos roll-up o slice, necesitamos un operador

de agregación. En ambas situaciones obtenemos nuevos hechos a partir de los

hechos agregados. Ası́ pues, una nueva agregación de valores dependerá de este

nuevo conjunto de hechos.
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Propiedad 3.3 Drill-down sólo se puede aplicar sobre un DataCubo resultado

de una operación de tipo roll-up.

Demostración. Por definición, drill-down necesita para ser aplicada un Data-

Cubo cuya estructura historia sea diferente de Ω. Slice, pivot y slice establecen

esta componente a este valor. Roll-up es la única operación cuyo resultado cumple

con esta precondición.

3.5.2. Pivot

Propiedad 3.4 La operación de pivotaje es asociativa con todas las operaciones

excepto con drill-down.

Demostración. Si aplicamos pivot, el DataCubo resultado tendrá Ω como es-

tructura historia. Por la propiedad anterior, drill-down no podrı́a aplicarse tras esta

operación. Pivot sólo cambia la estructura del DataCubo, no los valores de la mis-

ma. Este cambio no es importante para el resto de las operaciones, incluida ella

misma. Ası́ pues, el orden de aplicación de pivot no es importante para el resultado

final.

3.5.3. Dice

Propiedad 3.5 Aplicar dos dice’s con condiciones β y β′ o aplicar ambas en una

única operación con condición β ∧ β′ es equivalente.

Demostración. La operación dice lo que hace es eliminar aquellos elementos

que no cumplan una condición. Al aplicarla con la condición β nos quedarı́amos

con el comjunto de valores que cumplen dicha condición. Al aplicar la condi-

ción β′, lo harı́amos sobre los valores que ya cumplen la condición β, por lo que

el resultado serán aquellos valores que cumplen la condición β y además la β′.
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Ası́ pues, es equivalente a aplicar una condición β′′ que fuera la conjunción de

ambas condiciones (β′′(x) = β(x) ∧ β′(x)).

Propiedad 3.6 El orden en que se aplican dos operaciones de dice es independi-

ente para el resultado.

Demostración. Se demuestra de forma directa partiendo de la propiedad an-

terior. Dado que ∧ es conmutativa, es equivalente aplicar β ∧ β′ o β′ ∧ β, por lo

que aplicar β y luego β′ es equivalente a utilizarlas en orden inverso.

En esta sección hemos estudiado las principales propiedades de las operacio-

nes. En concreto, hemos estudiado las asociatividad de las operaciones y la conser-

vación de la información al operar. Como ya hemos comentado, estas propiedades

son interesantes tanto para la implementación del modelo (p.e. estudio de posibles

polı́ticas de optimización de las consultas) como de cara al usuario, pues sabiendo

las propiedades entenderá mejor el modelo y las posibilidades que le brinda.

3.6. Vista de Usuario

Como se ha comentado en las secciones anteriores, para aplicar algunas de las

operaciones necesitamos utilizar un operador de agregación sobre bolsas difusas.

La mayorı́a de los métodos propuestos en la literatura tienen como resultado un

conjunto difuso que hace que su interpretación sea poco intuitiva incluso para

un usuario con ciertos conocimientos. Por esto, lo que proponemos es el cubrir

nuestro modelo con una capa que abstraiga la complejidad de estos resultados,

dando como salida valores más fácilmente entendibles. Para realizar esta tarea

proponemos la utilización de un operador de resumen difuso que, manteniendo

la máxima información posible del conjunto difuso, ofrezca unos resultados más

intuitivos.
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Figura 3.9: Resultado de aplicar resumen lingüı́stico

Para poder realizarlo necesitamos utilizar un operador cuya entrada sea del

tipo hecho que hemos definido. Un ejemplo de este tipo de operadores se puede

encontrar en Blanco et al. ( [BSSV03]) presentado en el segundo capı́tulo. En este

se propone el uso del número difuso que mejor se ajuste al conjunto o bolsa difusa

resultado. Otro posible operador de resumen podrı́a ser considerar la media pon-

derada de los valores utilizando α como peso en la ponderación. Para verlo más

claro veamos un ejemplo: supongamos que en una celda de un DataCubo tenemos

como hecho la bolsa difusa {1/1, 1/2, 0′9/0′5, 0′8/2′3, 0′2/0′3, 0′1/2′5}. Que un

usuario pueda interpretar este hecho de forma directa resulta bastante complicado

incluso si éste posee conocimiento de lógica difusa. En su lugar, utilizarı́amos un

operador de resumen lingüı́stico que lo muestre de una forma más entendible bus-

cando la mı́nima pérdida de información. Para este ejemplo utilizaremos varios:

Resumen lingüı́stico: como ya hemos comentado se trata de encontrar el

número difuso que mejor se ajuste a la bolsa difusa y dar una expresión

lingüı́stica del mismo. Para este caso el resultado serı́a: (1,2,1,0’5) cuya

expresión asociada es ”más o menos entre 1 y 2”.

Media ponderada: Aplicando este operador obtendrı́amos como expresión

para la bolsa el valor 1’4, que serı́a lo que finalmente mostrarı́amos al

usuario.
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Figura 3.10: Estructura en dos capas

Como puede verse, por simple que sea el operador a utilizar, como la media

ponderada, se obtiene una expresión del hecho más cercana al usuario. El perjuicio

es que se pierde parte de la información al ajustar a representaciones más simples.

Por eso, son deseables operadores más sofisticados con mejor aproximación al

conjunto, como el resumen lingüı́stico.

Ası́ pues, haciendo uso de este tipo de operador, definimos lo que hemos de-

nominado vista de usuario.

Definición 3.36 Sea M un operador de resumen difuso. Definimos la vista de

usuario de un DataCubo C = (D, lb, F, A, H) según el operador M como la

estructura CM = (D, lb, FM , AM ) donde:

AM (a1, ..., an) = M(A(a1, ..., an)),

FM es la imagen de AM .

De esta manera podrı́amos tener tantas vista de usuario como operadores de re-

sumen se puedan utilizar (Figura 3.10).

Unas de las caracterı́sticas que se piden a los sistemas tipo OLAP es que ten-

gan mecanismos para mostrar los datos a los usuarios de una forma los más in-

tuitiva posible. Muchas veces es más fácil interpretar por parte del usuario una
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Figura 3.11: Representación gráfica de número difusos

representación mediante gráficas que el uso de valores concretos. Por esto, lo

que proponemos es un operador de resumen difuso cuyo resultado es una rep-

resentación de números difusos de forma gráfica, por que nos basaremos en los

resultados que se obtienen al aplicar el operador Resumen Lingüı́stico. Una vez

tengamos el número difuso, para representar los valores según su grado de perte-

nencia lo podremos hacer de dos formas distintas:

Combinación de dos colores mediante gradiente. Se trata de asignar un col-

or al grado 1 y otro al grado 0. De esta forma, los valores cuyo grado de

pertenencia sea 1 se representarán por el color elegido, al igual que los

de grado cero. Los que tengan un valor intermedio se utilizará una combi-

nación de ambos colores en los que participarán según de cercano esté el

valor a los correspondientes. El resultado será un degradado entre ambos

colores según los valores de pertenencia. En la figura 3.11.a se recoge como

serı́a el aspecto resultante con este enfoque.

Barra de anchura variable. Esta propuesta se basa en considerar una barra

cuya anchura dependerá el valor de pertenencia del valor. Todos los valores

que tengan el mismo grado de pertenencia tendrán una anchura igual que

variará desde un valor máximo (para los de grado 1) hasta cero para los de

grado 0. En la figura 3.11.b puede observar como se harı́a en este caso.

En la figura 3.12 puede observarse cual serı́a el aspecto de una gráfica uti-
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Figura 3.12: Ejemplo de gráfica utilizando ambos enfoques de representación

gráfica

lizando ambas manera de representar los número difusos.

En algunos casos puede ser interesante no sólo considerar con valores difusos

un único eje sino que los valores a representar estén relacionados con valores

difusos en el otro eje. En estos casos, el primer método propuesto (combinación

de dos colores) también nos es válido. Lo que tendrı́amos que hacer es aplicar

el mismo esquema en ambos ejes y combinar el resultado utilizando una t-norma

para obtener una única mezcla de colores como resultado de las de cada eje. En la

figura 3.13 puede observarse un ejemplo en el que se representan números difusos

según grupos de edad que han sido definidos mediante números difusos a su vez.

La segunda propuesta (barra de anchura variable) permite a su vez una repre-

sentación equivalente a la los diagramas de barras en el caso preciso (figura 3.14).
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Figura 3.13: Ejemplo de gráficas con ambos ejes difusos según diversas t-normas.

A) producto. B) mı́nimo. C) Lukasiewicz
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Figura 3.14: Diagrama de barras para el caso difuso

3.7. Ejemplo

Una vez que hemos presentado el modelo multidimensional difuso y el uso

de jerarquı́as lingüı́sticas sobre este, veamos como se opera sobre ellos utilizando

un ejemplo simple. Comenzaremos presentando el problema y el esquema mul-

tidimensional asociado. Luego veremos los elementos que tenemos que decidir

para poder trasladarlo a nuestra propuesta. El última paso será resolver algunas

consultas sobre estas, utilizando tanto el enfoque preciso como difuso con y sin

jerarquı́as lingüı́sticas para poner de manifiesto las diferencias tanto a nivel de

diseño como de operación.

En la figura 3.15 viene recogido el ejemplo de esquema multidimensional que

presentamos en la sección 3.2.1.4. Este intentaba modelar el análisis de las causas

de las quejas realizadas por los clientes. La información que poseı́a la compañı́a

se ha completado con dos fuentes externas. Una de ellas ha sido la opinión de

expertos referentes a la gravedad de las causa de la queja. El nivel Gravedad en

la dimensión Causa contempla esta información. Por otro lado se ha introducido

una clasificación de los proveedores atendiendo a su calidad. Esta información se
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Figura 3.15: Ejemplo de esquema multidimensional

ha podido obtener a través de Internet según diferentes ranking encontrados. El

nivel Calidad en la dimensión Producto refleja estos datos. En la figura, las lı́neas

continuas representan relaciones tipo crisp entre los niveles. Las discontinuas las

difusas, donde un elemento puede estar relacionado con los elementos un nivel

superior con valores difusos.

La estructura del DataCubo que representa este esquema serı́a:

CQuejas = ({Cliente, Producto, T iempo, Causa}, {Cantidad} ∪ ∅, Ω, A)
(3.24)
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donde las dimensiones están definidas como:

Cliente = ({Edad, Mayor Edad, Grupo, Todos},≤Cliente, Edad, Todos)
Producto = ({Producto, Proveedor, Calidad, Todos},≤Producto, P roducto, Todos)

Tiempo = ({Fecha, Mes, Ano, Todos},≤T iempo, Fecha, Todos)
Causa = ({Causa, Gravedad, Todos},≤Causa, T odos)

(3.25)

El único elemento que nos quedarı́a por definir serı́a la relación A entre dimen-

siones y hechos. En este caso, la relación tendrı́a la forma

A : Edad × Producto × Fecha × Causa → {Cantidad} ∪ ∅ (3.26)

Los valores que consideramos para los niveles de las dimensiones son:

Dimensión Causa:

• Causa = {rotura, problema eléctrico, daño leve, falta pieza}=l⊥

• Gravedad = {leve, grave}
• Todos = {todo} = l�

Dimensión Tiempo:

• Fecha = {1-Dic-02,...,28-Feb-03} = l⊥

• Mes = {Dic-02, Ene-03, Feb-03}
• Año = {2002, 2003}
• Todos = {todo} = l�

Dimensión Producto:

• Producto = {radio, TV, discman, video} = l⊥

• Proveedor = {Proveedor 1, Proveedor 2}
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• Calidad = {bueno, malo}
• Todos = {todo} = l�

Dimensión Cliente:

• Edad = {1,...,100} = l⊥

• Mayor Edad = {Sı́, No}
• Grupo = {joven, adulto, viejo}
• Todos = {todo} = l�

Estos valores serán comunes tanto al modelo preciso como al difuso con y sin

etiquetas lingüı́sticas en las relaciones jerárquicas. Veremos para cada cómo se

definen las relaciones.

Modelo Preciso

Para este modelo diremos los conjuntos que definen cada uno de los nombre

o etiquetas que existen en cada nivel.

Dimensión Causa:

• Gravedad: leve = {rotura, daño leve}, grave = {problema eléctrico,

falta pieza}
• Todos: todo = leve

⋃
grave = {rotura, daño leve, problema eléctrico,

falta pieza}

Dimensión Tiempo:

• Mes: Dic-02 = { 1-Dic-02, ..., 31-Dic-02}, Ene-03 = {1-Ene-03,...,31-

Ene-03}, Feb-03 ={1-Feb-03,...,28-Feb-03}
• Año: 2002 = Dic-02 = { 1-Dic-02, ..., 31-Dic-02}, 2003 = Ene-03

⋃
Feb-03 = {1-Ene-03,...,28-Feb-03}
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• Todos: todo = 2002
⋃

2003 ={ 1-Dic-02,...,28-Feb-03}

Dimensión Producto:

• Proveedor: Proveedor 1 = {radio, discman}, Proveedor 2 = {TV, video}
• Calidad: bueno =Proveedor 1= {radio, discman}, malo = Proveedor 2

= {TV, video}
• Todos: todo = bueno

⋃
malo = {radio, discman, TV, video}

Dimensión Cliente:

• Mayor Edad: Sı́ = {18,...,100}, No = {1,...,17}
• Grupo: joven = {1,...,25}, adulto = {26,...,64}, viejo = {65,...,100}
• Todos: todo = Sı́

⋃
No = joven

⋃
adulto

⋃
viejo = {1,...,100}

Para aplicar las operaciones que requieran agregación de los hechos utilizare-

mos los operadores habituales (máximo, mı́nimo, etc.) en aritmética clásica. Uti-

lizaremos gráficas de los resultados para presentarlos de forma más intuitiva.

Modelo difuso sin jerarquı́as lingüı́sticas

En este caso, sólo vamos a reflejar aquellas relaciones que son distintas al caso

preciso. Las relaciones que se verı́an modificados serı́an la de parentesco entre los

niveles Gravedad y Causa (tabla 3.1) en la dimensión Causa, Calidad y Proveedor

(tabla 3.2) de la dimensión Producto, y Grupo con Edad (figura 3.6).

Para calcular la relación de parentesco extendido necesitamos especificar qué t-

norma y t-conorma vamos a utilizar. Para el ejemplo utilizaremos el mı́nimo y el

máximo, respectivamente. Además, necesitaremos operadores de agregación para

realizar las operaciones roll-up y slice. En este caso utilizaremos la adaptación

que hemos comentado de los operadores propuestos por Rundensteiner & Bic

( [RB89]).
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Causa Leve Grave

Rotura 0,8 0,2

Problema eléctrico 0 1

Daño grave 1 0

Falta pieza 0,3 0,7

Cuadro 3.1: µGravedad,Causa

Proveedor Bueno Malo

Proveedor 1 0,3 0,7

Proveedor 2 0,9 0,2

Cuadro 3.2: µCalidad,Proveedor

Figura 3.16: Etiquetas lingüı́sticas

Para mostrar los datos de la manera más intuitiva posible utilizaremos como

vista de usuario el Resumen Lingüı́stico (RL) propuesto en [BSSV03] y las prop-

uestas gráficas que hemos presentado.

Modelo difuso con jerarquı́as lingüı́sticas

En el caso difuso hemos utilizado conceptos difusos en las jerarquı́as. En el

caso de la relación Gravedad y Causa ha sido proporcionada por expertos. En la

mayorı́a de los casos es complicado que un experto proporcione valores concretos,

siendo más cómodo la utilización de etiquetas lingüı́sticas para proporcionar los

valores. En este caso, utilizaremos el conjunto recogido en la figura 3.16. Ası́ pues,

la relación de parentesco µGravedad,Causa quedarı́a como la relfejada en la tabla

3.3.
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Causa Leve Grave

Rotura Alto Bajo

Problema eléctrico Muy bajo Muy alto

Daño grave Muy alto Muy bajo

Falta pieza Bajo Alto

Cuadro 3.3: µGravedad,Causa

En este modelo utilizaremos el operador de agregación AOM
β , basado en el

método de ordenación propuesto por Delgado et al. ( [DVV98]) y un valor β =
0, 9, para el cálculo de la relación de parentesco extendido en el caso de la di-

mensión Producto. En cuanto a la función Df emplearemos el método de defuzi-

ficación media de los máximos. El resto de elementos (operadores de agregación

y vistas de usuario) utilizaremos los mismos que en el caso difuso sin jerarquı́a

lingüı́stica.

Para el ejemplo supondremos que los datos con los que podemos trabajar

proceden de dos fuentes distintas (Figura 3.17). Una de ellas es confiable y los

datos se pueden ajustar perfectamente al esquema que hemos propuesto, debido

a que son procedentes de bases de datos internas a la empresa. Además podemos

utilizar los datos que nos facilita una distribuidora respecto a nuestros productos.

En este caso, los datos no son tan fiables como los internos. los motivos pueden

ser varios: desconocemos cómo son tomados, qué criterios siguen y/o la veracidad

de los mismos. La empresa que nos los provee es de cierta confianza pero tenemos

que tener en cuenta que queremos utilizar sus datos para decidir el rumbo de la

nuestra, por lo que no es una cuestión sencilla. En el modelo clásico podemos

optar por dos soluciones, como ya hemos comentado.

En el caso de utilizar el modelo difuso este problema se minimiza en parte.

En el caso clásico las opciones implican o pérdida de información o la utilización
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Figura 3.17: Estructura del sistema para el ejemplo

de información no fiable. Con esta aproximación podemos utilizar estos datos en

el análisis pero limitando su influencia para que la posible distorsión que puedan

añadir esté controlada. Esto lo hacemos estableciendo un valor alfa de los hechos

que contemplen esta información externa en el intervalo [0,1]. Cuanto más cer-

cano de 0 le asignemos, menor será su influencia y menos se tendrán en cuenta

en el análisis. Si se acerca a 1 el valor, el caso será el contrario. Para el ejemplo

hemos utilizado un valor de alfa 0,7. Es decir, la información la consideramos fia-

ble pero no al nivel de la interna de nuestra empresa. En la tabla 3.4 y 3.5 vienen

recogidos los hechos, internos e externos respectivamente, que utilizaremos

En el caso preciso, consideraremos dos DataCubos distintos en los ejemplos:

uno sin considerar los datos externos, y otro considerándolos todos.

Ya tendrı́amos todos los elementos necesarios para poder aplicar nuestro mo-

delo al ejemplo propuesto. Para ver el funcionamiento, realizaremos varias con-

sultas sobre los datos propuestos. Pero antes de comentar los resultados, tenemos

que tener en cuenta las diferencias existentes entre los enfoques. El modelado del
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n fecha Edad Causa Producto Cantidad Alfa

1 02/01/2003 20 Rotura Video 1 1

2 10/01/2003 40 Rotura TV 2 1

3 14/01/2003 50 falta pieza Video 1 1

4 18/01/2003 72 falta pieza TV 3 1

5 26/01/2003 23 Rotura TV 1 1

6 30/01/2003 32 falta pieza Video 2 1

7 03/02/2003 20 Daño leve TV 2 1

8 11/02/2003 40 Rotura Video 1 1

9 15/02/2003 50 Problema eléctrico Video 2 1

10 23/02/2003 80 Problema eléctrico TV 2 1

11 27/02/2003 23 Rotura TV 3 1

12 03/03/2004 20 Daño leve Discman 5 1

13 15/03/2004 50 Daño leve Discman 4 1

14 19/03/2004 72 Rotura Radio 1 1

15 23/03/2004 80 falta pieza Radio 2 1

16 31/03/2004 32 Rotura Radio 3 1

17 04/04/2004 20 Rotura Discman 3 1

18 08/04/2004 19 Rotura Radio 2 1

19 12/04/2004 40 Problema eléctrico Radio 4 1

20 16/04/2004 50 Problema eléctrico TV 2 1

21 20/04/2004 72 falta pieza Video 4 1

22 24/04/2004 80 Problema eléctrico Video 1 1

23 04/05/2004 20 Daño leve Discman 3 1

24 08/05/2004 19 falta pieza TV 3 1

25 16/05/2004 50 Daño leve TV 3 1

26 20/05/2004 72 Daño leve TV 1 1

27 24/05/2004 80 falta pieza Video 2 1

28 30/05/2004 32 Rotura Radio 4 1

29 03/06/2004 20 Rotura Discman 4 1

30 07/06/2004 19 Daño leve Discman 3 1

31 15/06/2004 50 Rotura Video 2 1

32 19/06/2004 72 Daño leve TV 3 1

33 23/06/2004 80 Daño leve Video 4 1

34 01/07/2004 32 Daño leve Video 4 1

Cuadro 3.4: Hechos ejemplo sobre el esquema multidimensional internos a la

compañı́a
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n fecha Edad Causa Producto Cantidad Alfa

1 06/01/2003 19 Rotura Video 2 0,7

2 22/01/2003 80 falta pieza TV 1 0,7

3 07/02/2003 19 falta pieza Video 4 0,7

4 19/02/2003 72 falta pieza Video 3 0,7

5 28/02/2004 32 Rotura TV 2 0,7

6 07/03/2004 19 falta pieza Discman 2 0,7

7 11/03/2004 40 Daño leve Discman 3 0,7

8 27/03/2004 23 Rotura Discman 1 0,7

9 28/04/2004 23 Rotura TV 5 0,7

10 30/04/2004 32 Daño leve Discman 1 0,7

11 12/05/2004 40 Rotura TV 2 0,7

12 28/05/2004 23 Daño leve Radio 2 0,7

13 11/06/2004 40 Problema eléctrico TV 1 0,7

14 27/06/2004 23 Problema eléctrico Discman 1 0,7

Cuadro 3.5: Hechos ejemplo sobre el esquema multidimensional procedentes de

la fuente con incertidumbre
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problema que hacemos en el caso difuso es distinto al preciso. Como ya hemos

comentado, la relación entre los elementos de los niveles Gravedad y Causa, en la

dimensión Causa, y Calidad y Proveedor, en la dimensión Producto, están mode-

lados de forma distinta. En el caso preciso, estamos ante relaciones normales: un

elemento estará sólo relacionado otro del nivel superior (relación uno-a-mucho).

En el caso difuso, estas relaciones se han extendido de manera que un mismo ele-

mento puede estar relacionado con múltiples elementos de los niveles superiores,

como es el caso de Proveedor 1 en el nivel Proveedor está relacionado tanto con

Bueno y Malo en el nivel Calidad. Esta relación en particular hemos comentado

que suponemos que se ha obtenido de fuentes externas (como puede ser internet)

para incorporarla al modelo. Probablemente se han utilizado diferentes estudios

sobre los proveedores que tenemos para obtener esta información, por lo que serı́a

extraño que obtuviéramos un resultado tan concreto como necesita el caso preciso.

En la relación entre los niveles Gravedad y Causa de la dimensión Causa la in-

formación la han proporcionado expertos. En el caso preciso hemos forzado a que

nos den una única opción para cada valor. En algunos casos esto será fácil para un

experto, pero habrá otros en los que no será tan directo clasificar una causa según

su gravedad dado que este concepto es por definición subjetivo. En el caso difuso

damos al experto más libertad para la definición de la relación, permitiendo dar un

valor en el intervalo [0,1] para cada una de las causas para cada valor de gravedad

que consideramos. Sin embargo, para un experto diferenciar entre un valor 0,3

y 0,4 será muy complicado. Le será más intuitivo calificar la relación entre los

conceptos diciendo que están o muy relacionados, o poco relacionados, o nada

relacionados. Esto lo permitimos en el caso de utilizar etiquetas lingüı́sticas para

la definición de las jerarquı́as. Cabe destacar que al utilizarla no estamos dando

un valor concreto sino un rango de valores (en realidad un conjunto difuso) por lo

que introducimos imprecisión que se reflejará en los resultados de la consulta.
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Calidad

Sin fuente con imprecisión Con fuente con imprecisión

Gravedad Bueno Malo Bueno Malo

Leve 27 32 38 39

Grave 22 6 31 9

Cuadro 3.6: Resultados de la consulta 1 en el caso preciso

3.7.1. Consulta 1

Supongamos la siguiente consulta:

”número de quejas según la gravedad de las mismas y la calidad de los

proveedores de los productos”

Para realizar el análisis tendrı́amos que aplicar Roll-up sobre la dimensión Causa,

el nivel Gravedad, y la dimensión Producto en el nivel Calidad utilizando el ope-

rador de agregación Suma.

Los resultados obtenidos para la consulta viene recogidos en la tabla 3.6 y

figura 3.18 para el caso crisp, la tabla 3.7 y figura 3.19 para el difuso sin jerarquı́a

lingüı́stica, y la tabla 3.8 y figura 3.20 en el caso de utilizarla.

A la vista de la gráfica de la Figura 3.18 podemos ver cómo, de considerar o

no los datos de la fuente externa, se obtienen diferentes resultados. Cabe destacar

que en cada caso estarı́amos trabajando con cubos distintos sobre los que hemos

aplicado la misma consulta. En la gráfica de la Figura 3.19 podemos ver cual ha

sido el resultado en el caso difuso. En este último caso lo que hemos conseguido

ha sido el obtener una visión global de los datos pero sin desvirtuarlos, ya que

lo procedentes de la fuente con incertidumbre tienen menor importancia que los

internos. En el caso de uso de jerarquı́as lingüı́stica vemos que los resultados son



134 Modelo Multidimensional Difuso

Figura 3.18: Resultado de la consulta 1 en el caso preciso

Calidad

Gravedad Bueno

C′ C′
RL

Leve {1’0/23’0, 0’8/27’0, 0’7/38’0, 0’3/49’0,

0’2/94’0}
(23’05,23’05,0’04,65’08)

”Mayor que 23”

Grave {1’0/16’0, 0’7/31’0, 0’2/60’0} (16’29,16’29,0’25,40’75)

”Mayor que 16”

Malo

C′ C′
RL

Leve {1’0/21’0, 0’8/32’0, 0’7/39’0, 0’3/49’0,

0’2/94’0}
(21’11,21’11,0’0,43’03)

”Mayor que 21’11”

Grave {1’0/2’0, 0’7/9’0, 0’2/23’0, 0’3/49’0,

0’2/94’0}
(2’01,2’01,0’01,28’82)

”Mayor que 2”

Cuadro 3.7: Resultados de la consulta 1 en el caso difuso
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Figura 3.19: Resultado de la consulta 1 en el caso difuso

Figura 3.20: Resultado de la consulta 1 en el caso difuso con jerarquı́as lingüı́sticas
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Calidad

Gravedad Bueno

C′ C′
RL

Leve {1’0/23, 0’73/32, 0’72/34, 0’56/40,

0’53/45, 0’45/66, 0’43/77, 0’42/81,

0’41/97, 0’407/100, 0’405/104,

0’38/108, 0’37/110, 0’35/112,

0’32/113}

(23’0,23’0,0’0,59’7)

”Mayor que 23”

Grave {1’0/16, 0’81/22, 0’73/26, 0’71/31,

0’45/33, 0’43/37, 0’42/40, 0’4/42,

0’39/53, 0’36/56, 0’27/79, 0’24/88,

0’21/109, 0’18/113 }

(16’0, 16’0, 0’0, 97’0)

”Mayor que 16”

Malo

C′ C′
RL

Leve {1’0/21, 0’85/32, 0’73/36, 0’71/39,

0’56/43, 0’53/45, 0’41/47, 0’38/48,

0’27/71, 0’24/80, 0’225/82, 0’22/88,

0’20/104, 0’19/109, 0’17/113 }

(21’4,21’4,0’348,87’1)

”Mayor que 21’4”

Grave {1’0/2, 0’87/6, 0’76/7, 0’72/9, 0’61/20,

0’55/23, 0’48/60, 0’45/66, 0’42/74,

0’39/79, 0’36/102, 0’33/104, 0’3/113}

(2’00,2’00,0’00,105’3)

”Mayor que 2”

Cuadro 3.8: Resultados de la consulta 1 con jerarquı́as lingüı́sticas
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similares a los del caso difuso simple. La diferencia radica en que el soporte de

los conjuntos difusos resultados son mayores. Esto se debe a esa introducción de

imprecisión en los cálculos al utilizar la etiquetas lingüı́sticas, que se traduce en

la consideración de más hechos pero con menor certeza menor , lo que se traduce

en menor influencia.

3.7.2. Consulta 2

La consulta que queremos realizar es obtener el

”número de quejas realizadas por jóvenes en cada mes”

Las operaciones que tenemos que realizar son:

1. Dice sobre la dimensión cliente con condición β(x) =′′ x es Joven′′ en el

nivel Grupo.

2. Seguido de un roll-up en las dimensiones Tiempo, nivel Mes, y Cliente, y

nivel Grupo.

En esta consulta no mostraremos el caso de utilizar el modelo con jerarquı́as

lingüı́sticas, dado que las dimensiones implicadas no utilizan etiquetas en las rela-

ciones y el resultado serı́a el mismo que el difuso simple.

Para esta consulta tendremos que tener en cuenta que en el caso de los gru-

pos de edades existen diferencias de definición del modelo preciso con el difuso

(figura 3.21). En el caso preciso, el grupo Joven está representado mediante un

intervalo de edades ([0,25]). En el caso difuso se ha utilizado un conjunto difuso,

más cercana al usuario y que evita el efecto frontera (dos elementos contiguos

pertenezcan a clases distintas).

El resultado viene recogida en las tablas 3.9, para el caso preciso, y 3.10, para

el caso difuso. La representación gráfica de los mismos se puede ver en las figuras



138 Modelo Multidimensional Difuso

Figura 3.21: Grupos de edades en el modelo Preciso Vs. Difuso

3.22 y 3.23. Cómo puede verse, en el caso discreto considerar o no los datos ex-

ternos influye de forma bastante importante en el resultado de la consulta. Es más,

ambos casos presentan comportamientos distintos sin que se mantenga en ningún

caso la misma tendencia en los resultados. Ası́ que, si tenemos en cuenta los datos

externos obtendrı́amos un posible análisis, mientras que si no, la enterpretación

de los datos serı́a distinta.

En el caso difuso vemos como se aprecia una tendencia clara en los datos. En

la Figura 3.24 se muestra de forma explı́cita cual serı́a. La inclusión de los datos

externos a la empresa no ha desvirtuado los internos y han servido para enriquecer

el análisis. Sin embargo, como hemos controlado su influencia lo que tenemos es

que carecen de la importancia tal como para que el ruido que puedan incluir en

el análisis impida realizar una interpretación guiada principalmente por los datos

internos a la empresa. Aún ası́, estos datos han servido para matizar los resultados

y hacer más evidente la tendencia que se observa en los datos.

3.8. Conclusiones

En este capı́tulo hemos presentado un modelo multidimensional capaz de

modelar imprecisión e incertidumbre mediante la aplicación de la Teorı́a de los
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Mes Valor

Sin fuente con imprecisión Con fuente con imprecisión

Enero 2 4

Febrero 5 9

Marzo 5 8

Abril 5 10

Mayo 6 8

Junio 7 8

Cuadro 3.9: Resultados de la consulta 2 en el caso preciso

Figura 3.22: Resultado de la consulta 2 en el caso preciso
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Mes

Mes C′ C′
RL

(1,1,0,4’8)

Enero {1’0/1’0, 0’8/2’0, 0’7/4’0, 0’2/6’0},1 ”Algo mayor que 1”

(2,2,0,8’8)

Febrero {1’0/2’0, 0’8/5’0, 0’7/9’0, 0’2/11’0},1 ”Algo mayor que 2”

(5,5,0,6)

Marzo {1’0/5’0, 0’7/8’0, 0’2/11’0},1 ”Algo mayor que 5”

(5,5,0,4’6)

Abril {1’0/5’0, 0’7/10’0, 0’2/11’0},1 ”Algo mayor que 5”

(6,6,0,5’6)

Mayo {1’0/6’0, 0’7/8’0, 0’2/12’0},1 ”Algo mayor que 6”

(7,7,0,4’3)

Junio {1’0/7’0, 0’7/8’0, 0’2/12’0},1 ”Algo mayor que 7”

Cuadro 3.10: Resultados de la consulta 2 en el caso difuso



3.8 Conclusiones 141

Figura 3.23: Resultado de la consulta dos en el caso difuso

Figura 3.24: Resultado de la consulta dos en el caso difuso marcando la tendencia
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Conjuntos Difusos. Gracias a ella, hemos podido modelar la imprecisión y la in-

certidumbre tanto en los hechos como en las dimensiones.

Para facilitar la integración de información proporcionada por expertos, hemos

extendido las relaciones jerárquicas de tal forma que se puedan utilizar expre-

siones lingüı́sticas en lugar de valores concretos. Para mantener la funcionalidad

del sistema, hemos desarrollado un operador (AOM
β ) para el cálculo de las rela-

ciones entre niveles no consecutivos.

El manejo de la imprecisión en los hechos ayuda en la integración de informa-

ción proveniente de diversas fuentes en las que no todas sin igualmente confiables.

La capacidad de modelar las dimensiones con relaciones difusas y lingüı́sticas

ayuda a modelar dominios complejos no bien definidos, en los que parte de las

relaciones vengan dadas por parte de expertos.

Toda la complejidad nacida del uso de la lógica difusa se ha ocultado de cara

a el usuario final mediante el uso de vistas de usuario, de forma que el resultado

mostrado sea lo más intuitivo posible.

Respecto a otros modelos anteriores, el más desarrollado es el propuesto por

Laurent y que comentado en el capı́tulo anterior. Este modelo tenı́a diversas caren-

cias. Con respecto a su complejidad, la definición de dos jerarquı́as distintas en

cada dimensión (una para particiones difusas y otras para relaciones) y la no

ocultación de todos los mecanismos puede hacerlo complejo de cara a un usuario.

En el primer punto, en el caso de definir las relaciones difusas, en el modelado

se ha de establecer los valores que relacionan cada par de valores en la dimensión,

lo que hace que sea complicado su modificación o la inclusión de nuevos con-

ceptos por parte de los usuarios. En nuestro modelo se ha establecido una única

relación jerárquica en cada dimensión y la relación entre los valores se obtiene

de forma automática mediante la utilización de las relaciones entre los niveles

adyacentes. De esta forma, si se añade un nuevo nivel para modelar un nuevo con-

cepto, sólo se ha de definir las relaciones con los elementos del nivel sobre el que
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se define y el resto de obtiene de forma automática.

Además, valorar una relación en el intervalo [0,1] para un usuario no siempre

es fácil. En el modelo de Laurent no existe otra posibilidad. Nuestro modelo dala

posibilidad de utilizar etiquetas lingüı́sticas.

Toda la complejidad del modelo en el caso de Laurent no se oculta de cara a

el usuario, lo que puede hacerlo poco intuitivo. Nuestro modelo lo hemos dotado

de mecanismos para ocultar la complejidad, incluyendo mecanismos de repre-

sentación gráfica.
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Capı́tulo 4

Extracción de reglas de

asociación sobre DataCubos

difusos

Cualquier tecnologı́a los bastante avanzada es indistinguible de la
magia

TERCERA LEY DE CLARKE

Ley de Murphy

4.1. Introducción

Los modelos multidimensional están orientados a realizar análisis para la ex-

tracción de conocimiento. Los servidores OLAP permiten realizar dicho proceso

de forma interactiva. Serı́a interesante que este proceso de extracción de conocimien-
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to se pudiera realizar de forma automática. De esta forma, el usuario obtendrá in-

formación más elaborada. Estas técnicas han sido extendidas para ser utilizadas

sobre DataCubos, agrupándose bajo el nombre de OLAP mining u OLAM (on-line

analytical mining).

Una vez que hemos presentado el modelos multidimensional, en este capı́tulo

presentaremos una técnica de minerı́a de datos sobre el modelo basado en reglas

de asociación. En esta sección realizaremos una breve introducción a la minerı́a

de datos y a su aplicación sobre datacubos. Posteriormente presentaremos nuestra

propuesta.

4.1.1. Minerı́a de datos: reglas de asociación

4.1.1.1. Conceptos generales

Dentro de las bases de datos, la extracción de conocimiento se conoce como

Data Mining o minerı́a de datos. Esta se defino como el proceso de extracción no

trivial de información implı́cita, previamente desconocida y potencialmente útil

utilizando los datos almacenados en una base de datos ( [PSF91]) .

Existen múltiples técnicas de minerı́a de datos (agrupamiento [GR02], árboles

de decisión, etc.). Para una revisión consultar [CHY96, Man97]. Dado que pro-

pondremos un algoritmo de extracción de reglas de asociación sobre nuestro mo-

delo de datacubos difuso, nos centraremos en las técnicas relativas a las reglas de

asociación.

Dada una base de transacciones, es interesante descubrir asociaciones impor-

tantes entre elementos tales que la presencia de algunos elementos en una transac-

ción implicará la presencia de otros elementos en la misma transacción. Agrawal

et al. ( [AIS93]) formalizaron el problema de la extracción de reglas de asociación.

Sea I = {i1, i2, ..., im} un conjunto de literales, llamados elementos. Sea D un

conjunto de transacciones, donde cada transacción T es un conjunto de elementos
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tal que T ⊆ I. Una transacción T contiene un conjunto de elementos X si y sólo

si X ⊆ T . Con estos conceptos ya podemos introducir la definición de una regla

de asociación.

Definición 4.1 Sea I = {i1, i2, ..., im} un conjunto de literales y D un conjunto

de transacciones definidas sobre I. Una regla de asociación es una implicación

de la forma X → Y , donde X ⊂ I, Y ⊂ I y X ∩ Y = ∅.

Una regla X → Y tendrá en D una confianza con valor c si el c % de las

transacciones en D que contienen X también contienen Y . La regla tendrá un

soporte con valor s en el conjunto de transacciones D si el s % de las transacciones

en D contienen a los elementos X ∪ Y .

La confianza da una medida de la calidad de la regla (la fuerza de la impli-

cación). En 4.2.2.1 hablaremos de esta medida con mayor detalle. Normalmente

se desea encontrar asociaciones entre elementos con un soporte razonablemente

alto. Las reglas con confianza alta y soporte alto son denominadas reglas fuertes

( [AIS93, PS91]).

La extracción de reglas de asociación se ha descompuesto normalmente en

dos pasos ( [AIS93, AS94]):

Descubrir los conjuntos de elementos frecuentes, es decir, los conjuntos de

elementos con soporte superior a un umbral prefijado.

Utilizar los conjuntos de elementos frecuentes para generar reglas de aso-

ciación.

El primer punto es el que consume mayores recursos de tiempo y espacio. La

generación de reglas una vez se tienen los conjuntos de elementos frecuentes es

simple. Para la obtención de estos conjuntos se han propuesto múltiples algorit-

mo intentando mejorar su eficiencia. Ejemplos de estos son el algoritmo Apriori,
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AprioriTID y AprioriHybrid (todos presentados en [AS94]), DHP (utiliza tablas

hash para acelerar la localización de candidatos a conjuntos frecuentes, [PCY95]),

SETM (pensado para trabajar directamente sobre bases de datos relacionales,

[HS93]), DIC (saber si un conjunto de elementos es frecuente sin tener que contar

todas las transacciones en las que aparece, [BMUT97]), Partition (realiza inter-

secciones de conjuntos para calcular soportes, [SON95]), FP-growth (realiza un

preprocesamiento para obtener una representación muy compacta de las transac-

ciones mediante un tipo de árbol denominado FP-tree, [HPY00]) o Eclat (calcula

el soporte realizando intersecciones de conjuntos que aborta en cuanto puede ase-

gurar que no se alcanzará el soporte mı́nimo, [ZPOL97]). Una comparación entre

algunos de los algoritmos se puede encontrar en [HGN00].

4.1.1.2. Extracción de reglas a múltiples niveles

En algunos casos, los datos pueden presentar una jerarquı́a de conceptos. Estas

jerarquı́a pueden surgir mediante la combinación de atributos en las bases de datos

(p.e. tener una jerarquı́a de las fechas agrupándolas en meses y años) o dadas de

forma explı́cita por expertos para el proceso. Las relaciones entre elementos es

posible que no aparezcan a los niveles más bajos de las jerarquı́a y sı́ en niveles

más altos. La extracción de reglas de asociación a múltiples niveles o diferentes

niveles conceptuales se ha estudiado.

Dado que en los DataCubos también trabajamos con jerarquı́as de conceptos,

estas técnicas resultan interesantes a la hora de presentar los problemas de trabajar

sobre múltiples niveles.

Srikant y Agrawall ( [SA95]) propusieron tres algoritmos para la extracción de

reglas múltiples niveles (una extensión directa del Apriori considerando todos los

elementos, Cumulate y EstMerge). Los mecanismos propuestos, menos el básico,

realizaban una generación de reglas a todos los niveles y la aceptación de las

reglas se hace utilizando una medida de interés que considera si existe una regla
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a un nivel conceptual más alto que la incluya y esta no aporta más conocimiento.

Veamos cómo definen esta medida: supongamos una regla X → Y , siendo Z =
X

⋃
Y = {z1, ..., zn} y un ancestro (regla definida a menor nivel de detalle que

la incluya) X̂ → Ŷ , siendo Ẑ = X̂
⋃

Ŷ = {ẑ1, ..., ẑn} donde ẑi es un ancestro

de zi. La regla X → Y se considera interesante respecto a X̂ → Ŷ si su soporte y

confianza es R veces superior a los valores esperados según este ancestro, siendo

R un valor dado por el usuario. Estos valores esperados se calculan como

E
�Z
[Pr(Z)] =

Pr(z1)
Pr(ẑ1)

× ... × Pr(zn)
Pr(ẑn)

× Pr(Ẑ) (4.1)

para el soporte esperado y, siendo Y = {y1, ..., yn} e Ŷ = {ŷ1, ..., ŷn} donde ŷi

es un ancestro de yi, se calcula la confianza esperada como

E
�X→�Y

[Pr(Y |Z)] =
Pr(y1)
Pr(ŷ1)

× ... × Pr(yn)
Pr(ŷn)

× Pr(Ŷ |X̂) (4.2)

Las reglas que satisfazcan esta condición son denominadas R − interesantes.

Utilizan un único umbral para el soporte de los conjuntos frecuentes indepen-

dientemente del nivel al que se definan.

Han y Fu ( [HF95]) proponen varios métodos para obtener reglas a múltiples

niveles. Realizan una búsqueda de conjuntos de elementos frecuentes descendi-

endo en la jerarquı́a (top-down). De esta forma, comienzan generando conjuntos

de elementos frecuentes al nivel más alto. Una vez obtenidos, buscan conjuntos

frecuentes a niveles más bajos si están agrupados por conjuntos frecuentes a nive-

les más altos. De esta forma, un conjunto frecuente se define como aquel cuyo

soporte es superior a un umbral y todos sus ancestros son también frecuentes.

Otra diferencia con la propuesta anterior es que consideran diferentes um-

brales de soporte para cada nivel conceptual. Estos métodos trabajan con conjun-

tos de elementos que están todos al mismo nivel conceptual.

Shen y Shen ( [SS98]) proponen un algoritmo para la generación de reglas a

todos los niveles de abstracción de una jerarquı́a asociada a una base de datos.
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Considera que un conjunto de elementos pueda estar definida a diferentes niveles

de abstracción y utilizar varias taxonomı́as. Yen ( [Yen00]) propone otro método

basado en la construcción de un grafo que describe las asociaciones entre los

elementos a cualquier nivel.

Este método sólo realiza un lectura de la base de datos para construir el grafo,

y posteriormente utiliza éste para obtener los conjuntos frecuentes.

Lui y Chung ( [LC00]) propusieron un algoritmo con una filosofı́a de gener-

alización (bottom-up) en lugar de especialización (top-down) a la hora de calcular

los conjuntos de elementos frecuentes. De esta manera comienza trabajando con

conjuntos al más bajo nivel. Si un conjunto no tiene un soporte superior al umbral

lo que se hace es generalizarlo. De esta forma, se obtiene un nuevo conjunto de

elementos resultado de esta generalización. Estos conjuntos son considerados de

nuevo y si su soporte supera el umbral pasarán a ser conjuntos frecuentes.

Para el umbral de soporte propone un mecanismo para el cálculo a diferentes

niveles basado en el grado de generalidad de los elementos. Este grado se define

según la jerarquı́a utilizada. Suponiendo una jerarquı́a, el grado de generalidad

del un elemento será la relación entre el número elementos al nivel más bajo que

agrupa, y el número de elementos total de este nivel. La fórmula para su cálculo

serı́a

g(a) =
Número de elementos agrupados por a

Número de elementos del nivel más bajo
(4.3)

Para un conjunto de elementos, el grado de generalidad se define como el

mı́nimo de los grados de los elementos que lo componen. Usando este grado, se

calcula el umbral para cada conjunto de elementos generalizados a considerar.

Recientemente, las reglas de asociación han sido extendidas para ser utilizadas

sobre bases de transacciones difusas ( [DMSV03]). Hong et al. ( [HLC03]) propo-

nen un algoritmo para obtener reglas a múltiples niveles incorporando información

cuantitativa mediante etiquetas lingüı́sticas.

En general, los procesos de extracción de reglas de asociación tiene el proble-
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ma de que se suelen obtener un número alto que puede hacer complicado su inter-

pretación. Si se realiza a múltiples niveles, el número de reglas generadas puede

ser aún mayor. En la mayorı́a de las propuestas anteriores se incluyen mecanismo

para reducir el número de reglas obtenidas. En algunos casos se hace mediante la

selección de los conjuntos frecuentes a considerar ( [SA95, HF95, LC00, SS98])

o mediante mecanismos de eliminación de reglas redundantes (reglas que están

cubiertas por otras, [SA95]).

Otro enfoque seguido viene de la mano de la inducción orientada por atrib-

utos1 o AOI. En algunos casos puede ser interesante trabajar con datos a mayor

nivel de detalle del representado. La AOI lo que propone es realizar una general-

ización de los datos. Para ello se utilizan técnicas como la eliminación de atributos,

utilizar niveles superiores en la jerarquı́a de conceptos, etc. Estos datos general-

izados se pueden utilizar como punto de partida para la obtención de relaciones

entre los elementos.

Utilizando este esquema, Han et al. ( [HCC93]) propusieron un mecanismo

de extracción de reglas. Lo que propone es realizar una generalización de las

transacciones a contemplar de forma que se obtenga un número menor o igual

a un número establecido como umbral. Para ello, realiza una generalización de

elementos mediante el uso de una jerarquı́a de conceptos. Una vez generalizado,

obtiene reglas partiendo de este nuevo conjunto. Este mismo enfoque lo aplicaron

Muyeba y Keane ( [MK00]) en su algoritmo COMPARE.

4.1.2. OLAP Mining

Con el uso cada vez más extendido de los data warehouses, se hace necesario

el desarrollo de técnicas de minerı́a de datos que trabajan sobre los modelos mul-

tidimensionales que se utilizan. Según Han ( [Han97]) las razones para realizarlo

1attribute-oriented induction
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serı́an tres:

Las herramientas de extracción de datos necesitan trabajar sobre datos inte-

grados, consistentes y sobre los que previamente se ha aplicado una limpieza

( [FPSSU96]). Un Data Warehouse se construye realizando este tipo de pre-

procesamiento sobre los datos. Por esto, serı́a una buena fuente para obtener

los datos en el análisis.

Los usuarios habitualmente requieren moverse sobre los datos de la base de

datos, seleccionar porciones de los datos y analizarlos a diferentes niveles

de abstracción. Los sistemas OLAP permiten realizar este movimiento de

forma flexible. La integración de técnicas de minerı́a de datos dará mecan-

ismos para ver las relaciones entre los datos manteniendo la flexibilidad de

cara al usuario.

Para los usuario a veces es difı́cil predecir previamente que tipo de conocimien-

to quieren obtener. Integrando OLAP con diferentes métodos de minerı́a de

datos, se da la libertad al usuario de seleccionar diferentes técnicas de min-

erı́a de datos.

En los últimos años se han propuesto técnicas de minerı́a de datos adap-

tadas para ser aplicadas sobre datacubos. Algunos ejemplos pueden encontrarse

en [HCC+97, NH94, EKS97, HCC98]. Como en el caso de la sección anterior

nos centraremos en las técnicas propuestas de extracción de reglas de asociación.

Una primera aproximación se puede encontrar en [KHC97]. En este trabajo

los autores proponen la extracción de reglas utilizando una estructura de datacu-

bos. El modelo multidimensional presentado es simple: contempla que cada atrib-

uto sea una dimensión y el datacubo tenga pre-calculados el resultado de todas

las posibles combinaciones de atributos. En cada una almacenarı́a el número de
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transacciones que hay para esa combinación. No define jerarquı́as sobre las di-

mensiones ni mecanismos de agrupamiento. De esta manera, obtener el soporte

de un conjunto de elementos se traduce en buscarla en el datacubo. Al proceso

se le añaden meta-reglas que reduzcan el espacio de búsqueda total a aquel que

resulte interesante.

En [Zhu98], Zhu propone la extracción de reglas de asociación sobre datacu-

bos. Diferencia entre tres tipos de asociaciones posibles:

Asociaciones intra-dimensionales. En este caso se buscan asociaciones en-

tre los elementos de una dimensión (item dimension), considerando otra di-

mensión para obtener el soporte de los elementos (transaction dimension).

Asociaciones inter-dimensionales. Las relaciones se buscan entre elementos

de diferentes dimensiones.

Asociaciones hı́bridas. En este caso las relaciones que se buscan son en-

tre elementos de una misma dimensión y entre elementos de diferentes di-

mensiones. Se trata de la unión de asociaciones intra-dimensionales e inter-

dimensionales. Lo que realizan es buscar conjuntos de elementos frecuentes

intra-dimensionales, e inter-dimensionales y fusionarlos.

Para el cálculo de los conjuntos de elementos frecuentes proponen una adaptación

del algoritmo Apriori ( [SA95]) visto en la sección anterior.

Otras propuestas que se pueden considerar que trabajan sobre bases multidi-

mensionales son aquellas orientadas a extraer lo que se han denominado reglas

inter-transaccionales ( [LFH00, TLHF03]). En estos casos se consideran los datos

junto a los atributos que los contextualizan (p.e. la fecha en que se dieron, el lugar

donde ocurren, etc.) que se denominan dimensiones.

Normalmente los procesos de extracción de reglas utilizan las relaciones entre

elementos que se encuentran en las mismas transacciones (se dan a la vez). En
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ocasiones es posible que estos elementos no se den juntos sino que tengan una

relación respecto a las dimensiones que los caracterizan. De esta forma se bus-

carı́an reglas del estilo Si las acciones de la compañı́a A suben el dı́a 1, entonces

las acciones de la compañı́a B bajarán el dı́a 2, pero subirán el 4.

Sin embargo, aunque definen dimensiones, no pueden considerarse dentro de

las técnicas de OLAM dado que no trabajan sobre datacubos.

También se han propuesto técnicas de minerı́a de datos sobre datacubos pre-

cisos utilizando técnicas difusas (p.e. árboles de decisión difusos sobre datacu-

bos precisos, [LBMD01, LBMD+00]) y técnicas difusas sobre datacubos difusos

( [Lau03a, AK03, KA05]). En este enfoque, la extracción de reglas de asociación

sobre datacubos difusos ha sido estudiada por Kaya y Alhajj ( [AK03, KA05]). El

modelo multidimensional difuso propuesto por los autores se puede consultar en

la sección 2.2.5.4. Como ya comentamos entonces, se trata de un modelo con un

tratamiento simple de la imprecisión.

La propuesta que realizan consideran la generación de reglas a todos los nive-

les definidos en el datacubo. Para cada nivel definen un umbral mı́nimo de soporte

para aceptar los elementos de ese nivel. Cuando los conjuntos están formados por

elementos de múltiples niveles, el umbral de soporte se considera el mı́nimo de

los asociados a los elementos individuales.

El algoritmo propuesto es una adaptación del algoritmo Apriori previamente

comentado. Para considerar una regla como interesante establecen un umbral de

confianza y una condición extra para evitar dependencias negativa debido a ele-

mentos muy frecuentes. Para detectar estas situaciones proponen la medida sigu-

iente

I(X → Y ) =
Soporte(X

⋃
Y )

Soporte(X) × Soporte(Y )
, (4.4)

aceptando una regla si I(X → Y ) ≥ 1.

Para utilizar esta propuesta se ha de definir un umbral mı́nimo de soporte

para cada nivel considerado. Esto puede implicar que el usuario debe tener un
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conocimiento alto del DataCubo como para poder establecer este umbral para con-

siderar frecuente el conjunto de elementos. Además, considera todas las combi-

naciones de elementos entre dimensiones, de forma que pueden aparecer muchas

reglas redundantes y complicar el resultado de cara a el usuario final.

4.2. COGARE: Extracción de reglas guiada por comple-

jidad

En la sección anterior hemos comentado diferentes propuestas para la ex-

tracción de reglas de asociación sobre DataCubos tanto precisos como difusos.

Nosotros seguiremos un enfoque similar proponiendo un mecanismo de extrac-

ción de reglas de asociación sobre el modelo multidimensional difuso presentado

en el capı́tulo anterior.

Los mecanismos anteriormente comentados suelen buscar la extracción del

máximo conocimiento existente sobre los datacubos. Por esto, suelen obtener un

conjunto muy grande de reglas. Algunos de ellos proponen mecanismos para la

eliminación de reglas redundantes, con lo que consiguen reducir en parte el con-

junto resultante.

El algoritmo COGARE (COmplexity Guided Association Rule Extraction) lo

que busca es obtener un resultado que sea la más entendible posible de cara al

usuario. Por ello, lo que guiará el proceso será la complejidad frente a la calidad

del conjunto. Si permitimos que la calidad sea muy baja, aunque el resultado sea

simple, tampoco será útil. Por esto, aunque buscaremos reducir la complejidad,

controlaremos la calidad del resultado.

Antes de presentar el algoritmo, necesitaremos introducir las medidas que uti-

lizaremos para controlar la complejidad y la calidad de las reglas.
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4.2.1. Medidas de complejidad

Nuestro objetivo es reducir la complejidad del conjunto de reglas obtenido de

forma que sea lo más entendible posible de cara al usuario que haya de interpre-

tarlas. Por esto, lo primero que debemos hacer es definir cómo se va a medir la

complejidad para poder manejarla en el proceso de extracción.

Siguiendo un enfoque similar al propuesto en [ABP04], identificamos los fac-

tor que influyen en la complejidad de un conjunto de reglas de car al usuario.

Consideraremos dos factores:

Número de reglas: cuanto mayor sea el número de reglas que obtengamos,

más complicado será de interpretar de cara al usuario. En la siguiente sec-

ción presentaremos una medida de complejidad de un conjunto de reglas

según su cardinalidad.

Complejidad de los elementos de las reglas: cuantos más concretos sean los

valores que compongan las reglas más información darán pero más com-

plicado será de entender de cara al usuario. Por esto, nos interesará que las

reglas utilicen elementos de niveles altos. Para medir el grado de compleji-

dad de un valor introduciremos el concepto de abstracción de un elemento

y los extenderemos a una regla y a un conjunto de reglas.

Una vez presentemos medidas para estos factores de complejidad, introducire-

mos un mecanismo simple de combinarlos.

4.2.1.1. Número de reglas

Como hemos comentado, cuanto mayor sea el número de reglas que obteng-

amos mayor será la dificultad por parte del usuario para interpretarlo. Para nosotros,

el comportamiento de una medida que mida la complejidad según el tamaño del

conjunto tendrá el siguiente comportamiento.
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Definición 4.2 Sea CNR una función definida como

CNR : N → [0, 1] (4.5)

será una medida de complejidad por número de reglas si para todo x e y tal que

x > y se cumple CNR(x) ≥ CNR(y) (monótona creciente).

Si al aplicar una medida de complejidad de este tipo sobre un conjunto de

reglas se obtiene un valor 1, indicará que alcanza la máxima complejidad (será un

conjunto con una cardinalidad muy alta). Un valor cercano a 0 implicará que el

conjunto de reglas será muy reducido y, por lo tanto, por parte de un usuario

será fácil de entender.

Cualquier función que cumpla la definición anterior podrá utilizarse como

medida de complejidad en el posterior algoritmo. Una opción será establecer un

umbral de forma que cuando el número de reglas sea mayor al umbral, establecer-

emos una complejidad 1, y si es igual o menor, una complejidad 0. Sin embargo,

la complejidad del conjunto de reglas depende del dominio de las dimensiones del

datacubo. Obtener 100 reglas puede parecer un conjunto complejo si buscamos

relaciones entre 10 elementos. En el caso de que el número de elementos fuera

1000, obtener 100 reglas se puede considerar que no es tan complejo dado el

número de relaciones posibles. Por esto, la medida de complejidad queremos que

se adapte al tamaño del dominio y mida la complejidad dependiendo del tamaño

del problema.

Siguiendo esta idea, proponemos la siguiente medida.

Definición 4.3 Sea N el número elementos en el dominio de las dimensiones de

un datacubo C. El valor de complejidad por tamaño de un conjunto de reglas

sobre el datacubo C serı́a una función CNR : N → [0, 1] donde para un conjunto
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Figura 4.1: Evolución de la complejidad para diferentes tamaños de problemas

CR el valor serı́a

CNR(CR) =

{
0 Si |CR| = 0

1 − e−
|CR|

N en otro caso
(4.6)

Si el conjunto de reglas estuviera formado por 0 reglas, el caso más simple, la

medida de complejidad nos darı́a un valor 0. Conforme el número de reglas crezca,

la complejidad lo hará, pero dependiendo del número de elementos considerados.

En la Figura 4.1 puede verse como evoluciona la medida conforme aumenta el

número de reglas para diferentes tamaños del problema.

Con estas medidas tenemos una manera de medir la complejidad de los resul-

tados obtenidos de forma que se adapte al tamaño del problema.

4.2.1.2. Abstracción

Otro de los factores que influye en la complejidad de las reglas de cara al

usuario es el nivel detalle al que estén definidos los elementos que la forman.
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Para medir esta complejidad utilizaremos una medida de las abstracción de los

elementos. Posteriormente la utilizaremos para medir la abstracción del conjunto

de reglas.

Definición 4.4 Sea D una dimensión. Una función A definida como

A : dom(D) → [0, 1] (4.7)

será una función de abstracción si cumple las siguientes propiedades

1. Si ci ∈ li ∧ cj ∈ lj ∧ lj ∈ Pli entonces A(cj) ≥ A(ci) (la abstracción

aumentará conforme subimos en la jerarquı́a).

2. Si ci ∈ l⊥ entonces A(ci) = 0 (todos los valores del nivel base tienen

abstracción 0).

3. Si para un ci ∈ li se da ∀c⊥ ∈ l⊥ηi⊥(ci, c⊥) = 1 entonces A(ci) = 1
(si un valor engloba a todos los definidos en el nivel base, su abstracción

será 1).

De la definición podemos ver que estas funciones son crecientes conforme nos

elevamos en la jerarquı́a. Representa que valores más altos en dimensión serán

menos concretos que los que se encuentren en los niveles bajos. De la defini-

ción podemos ver que forzamos a que el nivel base de la dimensión (l⊥) tendrá,

para todos los valores que engloba, una abstracción 0. Parece lógico dado que

es el nivel más concreto que manejamos. La última condición establece que si

un elemento agrupa a todos los elementos del nivel base con grado 1 (están to-

talmente relacionados), ese valor será el más abstracto que se pueda utilizar. Por

eso, la abstracción de ese elemento será siempre 1. Normalmente ese elemento

pertenecerá al nivel nivel l�.

Veamos algunos ejemplos de funciones para medir la abstracción. Una primera

aproximación serı́a considerar cada nivel como una medida de la abstracción de
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cada uno de sus elementos. De esta manera todos los elementos de un nivel ten-

drı́an la misma abstracción. En este caso, podrı́amos definir la abstracción del

nivel según el número de elementos que utilice para dividir el dominio, es decir,

el número de elementos que se definen a este nivel (|li|). Cuanto mayor sea el

número de elementos, mayor sea la abstracción. De tal forma que presenta una

relación inversa entre abstracción y valores en el nivel. Si queremos que el nivel

l⊥ tenga valor 0 (como fuerza la definición de función de abstracción) una posible

definición serı́a la siguiente.

Definición 4.5 A1 es una función de abstracción definida como A1 : dom(D) →
[0, 1] cuyo valor para ci ∈ li será:

A1(ci) =
1
|li| −

1
|l⊥|

1 − 1
|l⊥|

(4.8)

Como puede verse, en el caso de que ci ∈ l⊥, el valor de abstracción será 0.

Si el nivel li que se considera sólo presenta un único valor, la función considera

que se trata del mayor nivel de abstracción posible, por lo que le asigna un valor

1.

Esta función es bastante simple de calcular. Sin embargo, si el número de val-

ores agrupados en diferentes etiquetas de un nivel es muy variable, esta función

puede ser contraintutiva. Veamos un ejemplo simple: supongamos que tenemos

un nivel que agrupa las edades en si son mayores de edad o no. Este nivel ten-

drı́a dos etiquetas: No y Sı́. En la primera de ellas, en España tendrı́amos los val-

ores {0,...,17}, en total serı́an 18 valores. Por contra, la etiqueta No agruparı́a los

valores {18,...,100}, suponiendo como edad máxima 100. En este valor se con-

tempları́an 83 valores distintos. Si utilizamos la función anterior ambas etiquetas

tendrı́an la misma abstracción cuando la cardinalidad de los conjuntos tiene una

relación superior a 4:1. Estarı́amos estableciendo niveles de abstracción asocia-

dos a cada nivel. Por esto, también podrı́amos definir una función de abstracción
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que contemplara cada valor de forma independiente. La función de generalidad

utilizada por Lui y Chung ( [LC00]) representarı́a este comportamiento. Su defini-

ción adaptada a nuestra estructura multidimensional serı́a la siguiente

Definición 4.6 A2 es una función de abstracción definida como A2 : dim(D) →
[0, 1] donde para un ci ∈ li su valor será

A2(ci) =
Vli

|l⊥|
(4.9)

donde

Vli(ci) =


∑

∀c⊥∈l⊥
ηi⊥(ci, c⊥) si li �= l⊥

0 en otro caso
(4.10)

Como puede verse, se utiliza el cardinal difuso simple. Si ci pertenece al nivel

base, su abstracción será 0. Conforme subamos en la jerarquı́a, las abstracción

irá creciendo. Si el elemento agrupa a todos los elementos definidos en el nivel

base, por la definición vemos que el valor de su abstracción será 1.

Una vez tenemos la abstracción de cada elemento, necesitamos extenderlo

para calcular la abstracción de una regla. Parece lógico pensar que la abstracción

vendrá dada por el conjunto de elementos o items que la forman. De esta forma, la

abstracción de una regla la obtendremos como la media de la abstracción de cada

uno de sus elementos.

Definición 4.7 Sea R una regla formada por los elementos I1, ..., IN y A una

función de abstracción. La abstracción asociada a la regla será

AR =

N∑
i=1

A(Ii)

N
(4.11)



162 Extracción de reglas de asociación sobre DataCubos difusos

Si una regla tuviera una abstracción 0, esto implicarı́a que todos los elementos

que la forman pertenecen a los niveles básicos de sus correspondientes dimen-

siones. Un valor muy alto, significarı́a que el caso es el contrario: los valores

pertenecen a niveles altos en las jerarquı́as. Cuanto mayor sea la abstracción de

la regla, significa que se emplean conceptos con menor detalle y, supuestamente

más fáciles de entender de cara al usuario..

Veamos un ejemplo: si tenemos una regla de la forma

SI [Paciente tiene 23 años] Y [duración es 1 hora] ENTONCES [Gravedad es

baja]

esta tendrá una abstracción más bien baja. Si por el contrario presentáramos una

regla de la forma

SI [Paciente es Joven] Y [duración en baja] ENTONCES [Gravedad es baja]

Esta regla tendrá una abstracción más alta. De cara al usuario será más entendible

dado que se está utilizando información con menor nivel de detalle. Sin embar-

go, un nivel muy alto de abstracción puede resultar en pérdida de información.

Supongamos que tenemos una regla definida con valores del nivel más alto de las

dimensiones. Tendrı́a la forma

SI [Todos los pacientes] Y [Todas las duraciones] ENTONCES [Todas

gravedades]

y su abstracción tendrı́a un valor 1. Por el contrario, esta regla no da ninguna

información dado que incluye a todos los casos posibles.

Una vez definida la abstracción de una regla, debemos obtener una medida de

la abstracción aplicada a un conjunto de reglas. Intuitivamente esta dependerá de

la abstracción de los reglas que la forman. Lo que haremos será agregar estas ab-

stracciones para obtener un ı́ndice global mediante la aplicación de una media. En
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este cálculo no todas las reglas tendrán el mismo peso dado que algunas cubrirán

más ejemplos que otras de tal forma que el nivel de abstracción representará un

mayor conjunto. De esta forma, realizaremos una media ponderada por el soporte

de cada una de las reglas.

Definición 4.8 Sea CR un conjunto de reglas R1, ..., RN con soportes asocia-

dos sop(R1), ..., sop(RN ) y A una función de abstracción. La abstracción del

conjunto CR será

ACR =

N∑
i=1

ARi × sop(Ri)

N∑
i=1

sop(Ri)
(4.12)

De esta forma, un conjunto de reglas en la que todos sus elementos se definen

al nivel más bajo de cada dimensión, su abstracción asociada será 0. Cuanto más

alto sea su abstracción indicará que las reglas se definen utilizando valores de

niveles más altos. Un valor de 1 implicarı́a que se han definido al máximo nivel

de abstracción posible.

Cuanto mayor sea la abstracción menor será su complejidad para el usuario.

Ası́ pues, dada una función de abstracción A, la complejidad asociada a un con-

junto de reglas CR será

CA(CR) = 1 − A(CR) (4.13)

4.2.1.3. Medida de complejidad global

Una vez que hemos establecido los mecanismos para medir los dos factores

para medir la complejidad de un conjunto de reglas, veamos como combinarlas

para obtener un medida única. Para ello, dada una función de complejidad para el

número de reglas (CNR) y otra para la abstracción CA, proponemos combinar los
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Perteneciente a C No perteneciente a C

Cubiertos por R frc frc fr

No cubiertos por R frc frc fr

fc fc 1

Cuadro 4.1: Tabla de contingencias con valores relativos

dos factores mediante una media ponderada de la forma

Cglobal(CR) = α × CNR(CR) + (1 − α)(1 − CA(CR)) (4.14)

4.2.2. Medidas de calidad de reglas

Dado un conjunto de reglas, es interesante tener una medida de la calidad del

mismo. La mayor parte de ellas nace dentro del modelado de sistemas mediante

reglas. A continuación presentaremos algunas de las medidas habitualmente uti-

lizadas para la calidad de reglas. Posteriormente, dada una medida de calidad para

las reglas daremos la expresión para calcular la calidad de un conjunto de reglas.

4.2.2.1. Medidas de calidad clásicas

En esta sección presentaremos muy brevemente algunas de las principales me-

didas de calidad utilizadas. Para mayor detalle consultar [AC04, DF97, Ped04,

TK00]. Muchas medidas de calidad de reglas están basadas en el análisis de la

relación entre la regla R : X → C y la clase o consecuente de la misma (C)

basándose en la tabla de contingencia (Tabla 4.1).

Cobertura y consistencia: La consistencia mide cómo de especı́fica es una

regla. La consistencia será alta cuanto mejor cubra la regla la clase que consid-

era. Alcanza el máximo cuando no se dan falsos positivos. La fórmula de esta



4.2 COGARE: Extracción de reglas guiada por complejidad 165

medida es

Qcons(R) =
frc

fr
=

sop(R)
sop(A)

(4.15)

y toma valores en el intervalo [0,1].

En el ámbito de la extracción de reglas de asociación, a esta medida se conoce

mejor como confianza. Ha sido utilizada ampliamente para obtener una medida

de la calidad de las reglas y servir de poda a la hora de generar reglas.

La cobertura o completitud mide cuanto del dominio del consecuente es cu-

bierto por una regla. Alcanza el máximo (valor 1) cuando la regla engloba a todos

los ejemplos que satisfacen el consecuente. Su formulación es la siguiente

Qcob(R) =
frc

fr
=

sop(R)
sop(C)

(4.16)

y como en el caso anterior, toma valores entre 0 y 1.

Estos dos indicadores miden dos aspectos importantes de la calidad de las re-

glas. Sin embargo, si sólo consideramos la cobertura tendremos que las reglas con

buena cobertura no sólo englobarán ejemplos pertenecientes al consecuente. La

consistencia por sı́ sola puede llegar a que las reglas sólo cubran unos pocos ejem-

plos del consecuente, por lo que es posible que se produzca un sobreajuste. En el

caso de extracción de reglas de asociación este segundo problema no es tan impor-

tante dado que se intenta obtener información y no reproducir el comportamiento

del sistema. Sin embargo, veremos algunas de las propuestas que combinan ambas

medidas para obtener las ventajas de ambas.

Michalski ( [Mic90]) propuso la suma ponderada de ambas medidas según la

fórmula siguiente

QSP (R) = w1 × Qcons(R) + w2 × Qcob(R) (4.17)

donde w1 = 0,5 + 1
4Qcons(R) y w2 = 0,5 − 1

4Qcons(R).
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Figura 4.2: Comportamiento de la combinación de consistencia y cobertura prop-

uesta por Michalski

Como puede verse, se utilizan pesos dependientes de la consistencia. De esta

forma, cuanto mayor sea la consistencia mayor será la importancia de este factor

en la suma (Figura 4.2). Otra propuesta ( [BT90]) es la siguiente combinación

QP (R) = Qcons(R) × eQcob(R)−1 (4.18)

En este caso también se da preferencia a la consistencia de la regla frente la cober-

tura (Figura 4.3) aunque en menor medida.

Factor de certeza: Esta medida fue propuesta por Shortliffe y Buchanan en

1975. Su formulación es la siguiente

QFC(R) =


Qcons(R)−fc

1−fc
si Qcons(R) > fc

Qcons(R)−fc

fc
si Qcons(R) < fc

0 en otro caso

(4.19)

Esta medida devuelve un valor en el intervalo [-1,1], de tal forma que cuanto

más cercano sea el valor a 1 implica que la observación del antecedente conlleva
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Figura 4.3: Comportamiento de la combinación de consistencia y cobertura prop-

uesta por Brazdil y Torgo

el consecuente (relación directa). Cuanto menor sea el valor (más cercano -1)

indica que la observación del antecedente implica la no ocurrencia del consecuente

(relación inversa).

Esta medida ha sido utilizada como sustituta de la confianza en la extracción

de reglas de asociación por algunos autores ( [DMSV03]) debido a que presenta

menos problemas que la primera.

Medidas de concordancia: Las medidas de concordancia consideran las diago-

nal principal de la tabla de consistencia. La calidad de Cohen calcula la diferencia

entre la asociación real y la predicha a través de la diagonal. La fórmula corre-

spondiente serı́a:

QCohen(R) =
Qcons(R) − fc

1
2(1 + Qcons(R)

Qcob(R) ) − fc

(4.20)

Devuelve un valor en el intervalo [-1,1], donde los valores negativos representan

una relación inversa entre el antecedente y el consecuente.
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El estadı́stico de Coleman mide la relación entre la primera columna y la

primera fila de la tabla de consistencia. La fórmula serı́a:

QColeman(R) =
Qcons(R) − fc

1 − fc
(4.21)

Devuelve también un valor en el intervalo [-1,1] con el mismo significado. Este

indicador no tiene en cuenta la cobertura de una regla. Esto significa que no mide

los falsos negativos que obtiene la regla.

Para mejorar el comportamiento de ambas medidas, y capturar la mejores car-

acterı́sticas se ambas, se han propuesto ( [Bru96]) dos medidas que combinan a

las anteriores. Las medidas son:

QC1(R) = CColeman(R) × 2 + CCohen(R)
3

(4.22)

QC2(R) = CColeman(R) × 1 + Qcob(R)
2

(4.23)

Estas medidas miden la concordancia y la asociación. Para ello utilizan la

totalidad de la tabla de contingencia.

Medida de información: Basándose en la teorı́a de la información se puede

definir la ganancia de información de una regla como:

QGI(R) = −log(fc) + log
frc

fr
(4.24)

donde el logaritmo es en base 2. Sólo es válido si Qcons(R) ≥ fc, por lo que

no es muy adecuada. No incorpora medida de la completidud o cobertura. Este

estadı́stico da la información que aporta la regla para clasificar correctamente los

elementos pertenecientes a la clase (que cumplen el consecuente).
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Medida de suficiencia lógica: La medida de la suficiencia lógica de la regla

viene dada por la fórmula

QSL(R) =
frc/fc

frc/fc
(4.25)

Si el valor obtenido es alto, esto significa que la observación del antecedente A,

alienta la ocurrencia del consecuente. En el extremo, un valor de infinito implicarı́a

que el antecedente es suficiente para asegurar C desde un punto de vista lógico.

Medida de discriminación: De la recuperación de la información probabilı́sti-

ca se ha utilizado la discriminación. Este medida da una idea de la capacidad de

una consulta para discriminar entre documentos relevantes y no relevantes. Si se

considera una regla como una consulta, los ejemplos que cubre el antecedente y

el consecuente serı́an los documentos relevantes, y los que no cumplan el conse-

cuente, serı́an los no relevantes. Su formulación serı́a la siguiente:

QD(R) = log
frc/frc

frc/frc
(4.26)

Medidas empı́ricas: Algunas medidas propuestas no se basan en un análisis

formal de la dependencia sino de resultados empı́ricos. No son fáciles de interpre-

tar pero suelen presentar buenos resultados en los sistemas para los que se pro-

pusieron. Un ejemplo de estas medidas en la utilizada en un sistema de inducción

de reglas. Su formulación es

QIMAFO(R) = (AC × EC) × 10 (4.27)

donde AC = frc + frc da una medida de la precisión de la regla, y EC = e
frc
fc

−1

mide la cobertura.

En indicador devuelve un valor en el intervalo [0,10].
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4.2.2.2. Calidad de un conjunto de reglas

La calidad del conjunto de reglas lo haremos en función de la calidad de cada

una de las reglas. Para ello las ponderaremos según el tamaño del espacio que

cubran, es decir, aquellas reglas que incluyan mayor número de hechos (soporte

mayor) tendrán más peso que aquellas que cubran un espacio pequeño (soporte

bajo). Ası́ pues, dada la función para calcular la calidad de cada regla (QR), la

calidad del conjunto será

QCR =

|CR|∑
i=1

QR(Ri) × sop(Ri)

|CR|∑
i=1

sop(Ri)

(4.28)

donde sop(R) representa el soporte de la regla R.

4.2.3. Algoritmo

En esta sección presentaremos el algoritmo COGARE. Como ya hemos co-

mentado, el objetivo de éste será obtener un conjunto de reglas que sea lo más

entendible de cara a el usuario. Por ello, intentaremos reducir la complejidad (tan-

to por número como por abstracción) del conjunto obtenido. Para ello, el usuario

establecerá un umbral máximo de complejidad del resultado y cuanta calidad

está dispuesto a sacrificar para obtenerlo.

Las fases del algoritmo son:

1. En primer lugar el algoritmo extraerá reglas de asociación sobre el data-

cubo. Buscará relaciones a múltiples niveles entre elementos de diferentes

dimensiones.

2. Tras obtener el conjunto de reglas, si este supera la complejidad establecida

por el usuario, intentará reducirla generalizando las reglas utilizando para

ello las jerarquı́as de las dimensiones (Figura 4.4).
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Figura 4.4: Generalización de reglas utilizando las dimensiones

Veamos detenidamente cada una de las fases comentadas.

4.2.3.1. Generación de reglas

En esta fase el algoritmo obtendrá las asociaciones entre los elementos de

diferentes dimensiones y a múltiples niveles. Como hemos comentado al hablar

de los algoritmos de extracción reglas, se compone de dos pasos:

Obtener los conjuntos de elementos frecuentes.

Generar las reglas utilizando los conjuntos obtenidos.

El primer paso buscará conjuntos de elementos frecuentes, es decir, aquellos

que tengan un soporte superior o igual a un umbral. Dependiendo de los niveles

a los que pertenezcan los elementos este umbral de aceptación será distinto. El

usuario establecerá el valor para los niveles base (l⊥). Basándose en este y en

la abstracción del conjunto de elementos (I) se obtendrá el valor de umbral para

aceptarlo. De esta forma, dada una función de abstracción A, para un conjunto I

el umbral que deberá satisfacer el soporte será

umbralI = umbralSOP + (1 − umbralSOP ) × A(I) (4.29)
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siendo umbralSOP el valor dado por el usuario. Para los conjuntos definidos a

los niveles más bajos, dado que tendrán una abstracción 0, el umbral será el dado

por el usuario (umbralSOP ). Conforme el conjunto esté formado por elementos

de mayor nivel, mayor será el valor que tengan que satisfacer.

Para obtener los conjuntos seguirá un enfoque similar al utilizado por Lui y

Chung ( [LC00]). Se trata de una extensión del algoritmo Apriori. De esta for-

ma, para obtener los conjuntos frecuentes de k elementos, construiremos los can-

didatos utilizando los conjuntos frecuentes de k-1 elementos.

El proceso comenzará considerando como candidatos todos los conjuntos de

un elementos construidos utilizando los valores de los niveles base de cada dimen-

sión (siendo C el datacubo el conjunto de candidatos será C1 =
⋃

∀Di∈C

li⊥).

Para cada conjunto de los candidatos, se calcula su umbral. Si este es may-

or o igual a su umbral asociado, entonces se considera conjunto frecuente. Si no

se acepta, los que se hace es generalizarlo y volver a considerarlo. El proceso

de generalización (Figura 4.5) consiste es considerar los elementos de los niveles

padres que incluyen al no aceptado. Estos conjuntos generalizados pasarı́an a con-

siderarse nuevos candidatos y se repetirı́a el proceso (volviendo a generalizarlos

si tampoco son frecuentes). Si no se puede generalizar, se deshecha el conjunto.

En la generalización no se consideran los elementos cuya abstracción sea 1

(agrupen a todos los valores del nivel base). Estos elementos producirı́an reglas

de la forma

SI [Paciente tiene cualquier edad] entonces ...

SI ... entonces [Paciente tiene cualquier edad]

que no aportan información al usuario, y por ello, no se consideran.

Utilizando los conjuntos frecuentes de tamaño 1, se calculan los candidatos a

frecuentes de tamaño 2. Para ello, se consideran las posibles parejas de valores tal

que cada uno pertenece a una dimensión distinta. El proceso para aceptarlos con
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Figura 4.5: Generalización de conjuntos no aceptados

frecuentes es el mismo. En el caso de no ser aceptado, se generaliza de la misma

manera pero considerando generalizaciones de cada elemento integrante de forma

independiente.

De forma general, lo candidatos de tamaño k se obtiene como la unión de

conjuntos frecuentes de tamaño k − 1 tal que comparten k − 2 elementos, los no

comunes pertenecen a dimensiones distintas, y todos los subconjuntos de k − 1
elementos son frecuentes (al igual que en el algoritmo Apriori, [AS94]). En el

Cuadro 4.2 viene recogido el pseudocódigo del proceso.

Una vez obtenidos los conjuntos de elementos frecuentes construiremos reglas

basándose en ellos. Utilizaremos el mismo algoritmo del Apriori, utilizando para

podar un umbral de factor de certeza mı́nimo (umbralCF ). La utilización del

factor de certeza en lugar la confianza se debe a los problemas que puede presentar

este segundo indicador ( [DMSV03]).
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Algoritmo: ObtenerConjutosFrecuentes(umbralSOP , C)

Entradas:

• umbralSOP : Umbral de soporte para aceptar un itemset como frecuente

• C: DataCubo

Resultado:

• Conjuntos elementos frecuentes (CF )

1. CF = ∅

2. k = 0

3. Hacer

3.1. k = k + 1

3.2. Si k = 1 entonces

3.2.1. C1=
�

∀Di∈C
li⊥

3.3. En otro caso

3.3.1. Ck = Generar candidatos utilizando Ck−1

3.4. CFk = ∅
3.5. Mientras Ck 
= ∅ hacer

3.5.1. I= primer elemento de Ck

3.5.2. Ck = Ck − {I}
3.5.3. sopI = calcular soporte de I

3.5.4. Si sopI ≥ umbralSOP + (1 − umbralSOP ) × A(I) entonces

3.5.4.1. CF = CF
�{I}

3.5.5. En otro caso

3.5.5.1. Ck = Ck
�

Generalizar(I)

3.6. Fin mientras

3.7. Si k 
= 1 entonces

3.7.1. CF = CF
�

CFk

4. Mientras CFk 
= ∅ ∧ k < No dimensiones

5. Devolver CF

Cuadro 4.2: Algoritmo de cálculo de conjuntos frecuentes
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4.2.3.2. Generalización

El conjunto de reglas encontrado en el paso anterior puede ser muy comple-

jo de cara al usuario. El siguiente paso que haremos será intentar simplificarlo

basándonos en las jerarquı́as definidas en las dimensiones y las relaciones entre

sus elementos.

Para reducir la complejidad tendremos que abordar los dos factores que in-

fluyen: el número de reglas y la abstracción de los elementos. El algoritmo plantea

la reducción aplicando un proceso de generalización de los términos utilizados.

Este proceso incide de forma directa sobre el segundo factor, pero también sobre

el primero. Veámoslo con un ejemplo: si tenemos las reglas siguientes

Si [Paciente tiene 13 años] entonces [Gravedad es baja]

Si [Paciente tiene 20 años] entonces [Gravedad es baja]

si generalizamos sustituyendo 13 años y 20 años por Paciente es joven, ambas

reglas se fusionarı́an en una única con la forma

Si [Paciente es joven] entonces [Gravedad es baja].

Por esto, reduciendo la complejidad debida a términos muy complejos es de es-

perar que el número de reglas también disminuya.

Como ya hemos comentado, este proceso de generalización se realizará siem-

pre que el conjunto de reglas resultante del proceso anterior supere el umbral de

complejidad dada por el usuario (umbralComplejidad). El esquema del proceso de

generalización es el recogido en la Figura 4.6.

Lo que se intentará será reducir la complejidad por debajo del umbral dado

sin sacrificar para ello la calidad del conjunto de reglas. Si de esta manera no

es posible, se intentará reducirla permitiendo una pérdida de calidad, cuyo nivel

máximo dará el usuario. A continuación presentamos ambos pasos.
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Figura 4.6: Proceso de reducción de complejidad

Sin pérdida de calidad Este primer enfoque fuerza a que se mantenga cuando

menos la calidad del conjunto de reglas. Se tratará de un proceso iterativo que

intentará generalizar el conjunto de reglas. Para ello, calculará los elementos que

generalizan el conjunto actual. El siguiente paso será seleccionar un elemento de

estos y aplicar la generalización. Si el conjunto resultado es menos complejo y

mantiene la calidad, nos quedaremos con este conjunto y repetiremos el proceso

hasta que el conjunto resultado tenga una complejidad menor o igual al umbral.

En el caso de que nos se acepte el nuevo conjunto, probaremos con otro de los

elementos que generalizan el conjunto y volveremos a aplicar el proceso.

A la hora de seleccionar los elementos para generalizar las reglas, aplicare-

mos una heurı́stica para la ordenación de los mismos. Parece lógico pensar que

aquellos elementos que generalicen un mayor número de reglas sean los primeros

en ser probados. Si son susceptibles de generalizar un número alto de reglas, hace

pensar que algunos de ellas puedan quedar reducidas a una misma. Además, la ab-

stracción global del conjunto de reglas tenderá a verse aumentada. Sin embargo,

es posible que estas generalizaciones no sean aceptadas (la calidad del conjunto
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de reglas se vea reducida) y estos elementos vuelvan a ser considerados en futuras

generalizaciones. Dado que están relacionados con un número alto de reglas, se

tendrá que realizar un número considerable de cálculos (los nuevos soportes) por

lo que será costoso en tiempo. Si reiteradamente estos elementos no son acepta-

dos, estaremos consumiendo tiempo de forma inútil. Por esto, proponemos que

conforme vayan utilizándose estos elementos y sean rechazados, su prioridad se

vea reducida. Para ellos ordenaremos según un peso asociado a cada elemento de-

pendiente del número de reglas que generaliza y el número de ocasiones en que

ha sido utilizado sin éxito. Para el cálculo de dicho peso proponemos la siguiente

fórmula:

PesoI = No reglas generalizadas × 1
(No veces probado I) × β + 1

(4.30)

donde β ∈ [0,∞) controları́a la penalización de un elemento respecto al número

de ocasiones probado sin éxito. Un valor 0 significarı́a que no se penalizarı́a (de

forma que siempre se ordenarı́an por el número de reglas que podrı́an generalizar).

A mayor valor de β mayor serı́a la penalización asociada a generalizaciones sin

éxito.

Si tras probar con todos los valores, ninguno consigue reducir la compleji-

dad hasta el umbral, el método terminará devolviendo el último conjunto de re-

glas aceptado. En el cuadro 4.3 viene recogido el algoritmo. Para aplicarlo se de-

berá escoger las funciones para calcular la complejidad y la calidad del conjunto

de reglas.

Con pérdida de calidad En el caso de generalizar permitiendo pérdida de cali-

dad el esquema será el mismo. El cambio radicará en el criterio de aceptación de

un nuevo conjunto de reglas. En el caso anterior, forzábamos a que no existiera

pérdida de calidad. En este enfoque tendremos en cuenta la calidad del conjunto

ası́ como la pérdida de calidad y de complejidad que se produzca. De tal forma,
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Algoritmo: GeneralizarSP (CR, umbral, β)

Entradas:

• CR: Conjunto de reglas a generalizar

• umbral: valor en [0,1] con el valor máximo de complejidad buscado

• β: valor en [0, +∞] con la penalización para los elementos fallidos al generalizar.

Resultado:

• Conjunto de reglas generalizado

1. Mientras Complejidad(CR) > umbral hacer

1.1. GCR=Conjunto de items que generalizan CR ordenados usando β

1.2. Hacer

1.2.1. Si GCR = ∅ entonces

1.2.1.1. Devolver CR

1.2.2. IG=primer elemento de GR

1.2.3. GCR = GCR − {IG}
1.2.4. CR′=generalizar CR utilizando IG

1.3. Mientras (Q(CR′) < Q(CR)) ∨ (Complejidad(CR′) > Complejidad(CR))

1.4. CR = CR′

2. Fin mientras

3. Devolver CR

Cuadro 4.3: Algoritmo de generalización sin pérdida de calidad
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para aceptar un conjunto se tendrá que dar:

1. Para aceptar un conjunto forzaremos que la pérdida de calidad que se pro-

duzca merezca la pena respecto a la complejidad que se elimine. Esto se

traducirá en que aceptaremos un nuevo conjunto si la pérdida de calidad es

menor a un porcentaje (γ ∈ [0, +∞)) de la complejidad que se pierde:

PerdidaCalidad < γ × PerdidaComplejidad (4.31)

2. En cualquier caso, aunque la reducción de complejidad sea alta, no aceptare-

mos un conjunto si su calidad se reduce por debajo de un umbral de calidad

calculado como δ×MejorCalidad, donde δ ∈ [0, 1] es un parámetro dado

por el usuario. Este nos da cuanta calidad está dispuesto a sacrificar en el

proceso para reducir la complejidad.

De esta forma, el algoritmo propuesto serı́a el recogido en el cuadro 4.4.

4.2.3.3. Proceso completo

Una vez terminado de presentar las diferentes fases del algoritmo, comentare-

mos el proceso completo. Como puede verse, se trata de una búsqueda de reglas

con un enfoque bottom-up o de generalización. De esta forma, partimos de los el-

ementos definidos a los niveles más bajos de las dimensiones y posteriormente

generalizamos para buscar las relaciones y reducir la complejidad. Hemos es-

cogido este enfoque en contrate a la especialización (top-down) principalmente

por eficiencia. Si realizamos una aproximación por especialización comenzare-

mos calculando el soporte de conjuntos de elementos definidos a niveles altos.

Por esto, cabe esperar que el número de hechos con los que estén relacionados

sea alto. Las agregaciones de valores cuando se considera imprecisión son bas-

tante más costosas en estos casos dado que se contempla un manor número de
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Algoritmo: GeneralizarCP (CR, umbral, β, δ, γ)

Entradas:

• CR: Conjunto de reglas a generalizar

• umbral: valor en [0,1] con el valor máximo de complejidad buscado

• β: valor en [0, +∞] con la penalización para los elementos fallidos al generalizar.

• δ: valor en [0,1] con el porcentaje de calidad a conservar

• γ: valor en [0,1] con el porcentaje de pérdida de calidad respecto a la reducción de comple-

jidad para aceptar un conjunto.

Resultado:

• Conjunto de reglas generalizado

1. MejorCalidad = Calidad(CR)

2. Mientras Complejidad(CR) > umbral hacer

2.1. GCR=Conjunto de items que generalizan CR ordenados usando β

2.2. Hacer

2.2.1. Si GCR = ∅ entonces

2.2.1.1. Devolver CR

2.2.2. IG=primer elemento de GR

2.2.3. GCR = GCR − {IG}
2.2.4. CR′=generalizar CR utilizando IG

2.2.5. PérdidaCalidad = (Q(CR) − Q(CR′))/Q(CR)

2.2.6. PérdidaComplejidad =

(Complejidad(CR) − Complejidad(CR′))/Complejidad(CR)

2.3. Mientras (PerdidaCalidad > γ × PerdidaComplejidad)∨
(Calidad(CR′) < δ × MejorCalidad)

2.4. CR = CR′

3. Fin mientras

4. Devolver CR

Cuadro 4.4: Algoritmo de generalización con pérdida de calidad
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elementos. En la generalización, partimos de elementos a niveles muy bajos, por

lo que al calcular el soporte consideraremos pocos hechos, lo que se traduce un un

menor tiempo de cómputo. Conforme generalicemos, el soporte será más costoso

de calcular, pero en muy pocas ocasiones llegaremos a los niveles de partida del

caso de la especialización.

La diferentes fases del algoritmo COGARE se enlazan según se recoge en el

Cuadro 4.5.

El algoritmo aplicado sobre DataCubos difuso permite obtener información

en forma de reglas más entendibles para el usuario. Esto se debe a dos factores:

En las dimensiones definidas en los DataCubos se pueden utilizar conceptos

más intuitivos para el usuario y modelarlos mediante la lógica difusa. Por

esto, se pueden obtener reglas que utilicen estos conceptos por lo que serán

más cercanas al espacio cognitivo del usuario.

El algoritmo COGARE busca la reducción de la complejidad reduciendo el

número de reglas y utilizando conceptos de más alto nivel. Por esto, de cara

al usuario el conjunto obtenido será más reducido y utilizando conceptos de

más alto nivel más fáciles de entender.

4.3. Experimentos

Tras presentar el algoritmo, vamos a probarlo utilizando para ello diferentes

DataCubos construidos sobre datos reales. Comenzaremos presentando los parámet-

ros usados y el mecanismo para el cálculo del soporte. Posteriormente comentare-

mos los resultados obtenidos y un análisis de tiempos.
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Algoritmo: COGARE(C, umbralComplejidad, umbralSOP , umbralCF , δ)

Entradas:

• C: DataCubo sobre el que aplicar el algoritmo

• umbralComplejidad: valor en [0,1] con el valor máximo de complejidad buscado

• umbralSOP : valor en [0,1] con el valor de soporte para aceptar un conjunto de elementos

• umbralCF : valor en [0,1] con el valor de factor de certeza para aceptar una regla

• β: valor en [0, +∞] penalización para los elementos fallidos al generalizar.

• γ: valor en [0,1] con el porcentaje de reducción de calidad respecto a la mejora de comple-

jidad para aceptar un conjunto en la generalización con pérdida.

• δ: valor en [0,1] con el porcentaje de calidad a conservar

Resultado:

• Conjunto de reglas

1. CF =ObtenerConjuntosFrecuentes(umbralSOP , C)

2. CR = GenerarReglas(CF , umbralCF )

3. Si Complejidad(CR) > umbralComplejidad entonces

3.1. CR=GeneralizarSP (CR, umbralComplejidad, β)

4. Si Complejidad(CR) > umbralComplejidad entonces

4.1. CR=GeneralizarCP (CR, umbralComplejidad, β, δ, γ)

5. Devolver CR

Cuadro 4.5: Algoritmo COGARE
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4.3.1. Parámetros de los procesos

Para la experimentación hemos utilizado tres dominios distintos: datos médi-

cos (CMédico), contables (CContables) y del censo (CCenso). Los DataCubos que se

han construido sobre ellos se pueden consultar en el capı́tulo 5. Veamos los valores

escogidos para los parámetros necesarios:

umbralComplejidad: para estudiar la capacidad par reducir la complejidad,

estableceremos un umbral de complejidad 0. De esta forma, el proceso in-

tentará realizar la máxima reducción posible.

umbralSOP : en cada problema de forma empı́rica hemos establecido un

umbral distinto. Los valores utilizamos son

• CMédico: umbral 0,01.

• CContables: umbral 0,01.

• CCenso: umbral 0,15.

umbralCF : en todos los casos se ha utilizado un umbral de factor de certeza

de 0,2 para aceptar una regla.

β: dado lo costoso que resulta calcular los soportes de los conjuntos de el-

ementos, aquellos elementos que generalicen un número alto de reglas im-

plicará calcular un número altos de soportes. Por esto, si un elemento falla

al generalizar le estableceremos una penalización alta. Este hecho explica

la elección un valor β = 10, escogido de forma empı́rica.

γ: utilizaremos un valor γ = 1,2, por lo que aceptaremos un nuevo con-

junto de reglas si la reducción de la calidad es como mucho el 120 % de la

reducción de la complejidad.
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δ: permitiremos que se siga reduciendo la complejidad mientras la calidad

no baje por debajo del 60 % de la mejor obtenida (δ = 0,6).

Para medir la complejidad del conjunto utilizaremos la medida por número

de reglas CNR (presentada en la Sección 4.2.1.1) y la medida de abstracción A2

(Sección 4.2.1.2).

En el caso la calidad de las reglas utilizaremos todas las medidas clásicas que

hemos presentado en la Sección 4.2.2: cobertura (Qcob), consistencia o confianza

(Qcons), suma ponderada de las anteriores (QSP ), producto de cobertura y con-

sistencia (QP ), factor de certeza (QCF ), Cohen (QCohen), Coleman (QColeman),

las combinaciones propuestas por Bruha (QC1 y QC2), ganancia de información

(QGI ), suficiencia lógica (QSL), discriminación (QD), y la medida propuesta en

IMAFO (QIMAFO) donde también consideramos la medida de precisión que uti-

lizan (QAC).

Además de los DataCubos difusos, consideraremos una versión precisa de la

misma (estableciendo a 1 todas las relaciones con valores mayores o iguales a 0,5,

y cero las restantes). De esta manera compararemos los resultados aplicados sobre

el modelo difuso y preciso y veremos si el primero aporta ventajas en el proceso

de extracción de reglas.

Ası́ pues, tendremos 2 DataCubos por cada dominio y 14 ejecuciones (una por

cada medida de calidad) sobre cada uno (84 experimentos en total).

4.3.2. Cálculo del soporte

A la hora de medir el soporte se nos presenta el problema de cómo obtener el

número de transacciones involucradas. Si miramos las medidas de los DataCubos

que vamos a utilizar vemos que se ha definido una (número) que en todos los casos

nos da el número de pacientes, empresas o personas que comparten coordenadas.

Una transacción será cada una de los registros de partida y no el número de hechos



4.3 Experimentos 185

del DataCubo. Por esto, utilizaremos este hecho (mejor dicho la suma de éste)

para calcular el soporte de un conjunto de elementos. De esta manera, un hecho

con un valor 4 en la medida número implicarı́a que ese hecho representa a cuatro

transacciones para calcular el soporte.

En los DataCubos precisos, utilizaremos la suma habitual para calcular el

soporte. Para los difusos vamos a utilizar la misma aproximación propuesta en

[DMSV03]. En este trabajo se propone utilizar la evaluación de sentencias cuan-

tificadas para obtener el soporte en el caso difuso. Una sentencia cuantificada es

una expresión de la forma

”Q de F son G”

donde F y G son conjuntos difusos y Q es un cuantificador lingüı́stico relativo.

Para evaluar la sentencia cuantificada se utiliza el cuantificador GD ( [DSV99]).

Como cuantificador relativo se utiliza Q(x) = x dado que es fácil comprobar

que la conjunción del mecanismo de evaluación y el cuantificador se comportan

de forma coherente en el caso preciso ( [DMSV03]). La elección de éste enfoque

se debe a dos razones:

Es fácil de calcular a partir de consultas utilizando los operadores propues-

tos para las consultas sobre los DataCubos difusos.

Es un esquema eficiente para su cálculo.

4.3.3. Resultados

En este punto vamos a presentar los resultados obtenidos de los experimentos

propuestos. Mostraremos los resultados agrupados por dominios y por DataCubos

(preciso y difuso). Mostraremos los resultados tanto finales como los obtenidos en

los pasos intermedios (generación de reglas, generalización sin pérdida de calidad
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Medida calidad No reglas Complejidad Calidad

QCF 106 0,25041103 0,5812684

QGI 106 0,25041103 0,0651961

QP 106 0,25041103 0,3967705

QSP 106 0,25041103 0,7692262

QSL 106 0,25041103 0,6611954

QD 106 0,25041103 0,8286231

Qcob 106 0,25041103 0,8668966

Qcons 106 0,25041103 0,5110079

QColeman 106 0,25041103 0,7906342

QCohen 106 0,25041103 0,6613348

QAC 106 0,25041103 0,6420718

QC1 106 0,25041103 0,4430986

QC2 106 0,25041103 0,7775496

QIMAFO 106 0,25041103 0,4472607

Cuadro 4.6: Resultados tras la generación de reglas en CMédico preciso

y el resultado final tras la generalización permitiendo pérdida de calidad). Los re-

sultados para cada dominio vienen recogidos en las siguientes tablas, a saber, para

el dominio de datos médico las tablas 4.6 a 4.13, el dominio de datos contables

las tablas 4.14 a 4.21, y para los datos censales las tablas 4.22 a 4.29.
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Medida calidad No reglas Complejidad Calidad

QCF 106 0,25041103 0,5812684

QGI 97 0,22071731 0,0941390

QP 97 0,17654178 0,4842291

QSP 99 0,22559968 0,7733217

QSL 104 0,24446377 0,6630120

QD 104 0,24503176 0,8288022

Qcob 106 0,25041103 0,8668966

Qcons 86 0,15374571 0,5662591

QColeman 106 0,25041103 0,7906342

QCohen 74 0,22700647 0,6671687

QAC 104 0,24503176 0,6434762

QC1 104 0,24503176 0,4446466

QC2 106 0,25041103 0,7775496

QIMAFO 99 0,22559968 0,4598711

Cuadro 4.7: Resultados tras la generalización sin pérdida en CMédico preciso

Medida calidad No reglas Complejidad Calidad

QCF 66 0,16571520 0,4716935

QGI 86 0,20474544 0,0907575

QP 61 0,13881620 0,4794883

QSP 60 0,13674732 0,7663548

QSL 87 0,18449190 0,5617908

QD 60 0,13674732 0,7020550

Qcob 59 0,13447234 0,8141326

Qcons 61 0,13881620 0,5950424

QColeman 59 0,13767093 0,6641629

QCohen 60 0,13477111 0,5773560

QAC 60 0,13674732 0,5214880

QC1 87 0,18741933 0,3594554

QC2 59 0,13447234 0,6579800

QIMAFO 60 0,13674732 0,3801841

Cuadro 4.8: Resultados tras la generalización con pérdida en CMédico preciso
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Medida calidad No reglas Complejidad Calidad

QCF 37,74 % 33,82 % -18,85 %

QGI 18,87 % 18,24 % 39,21 %

QP 42,45 % 44,56 % 20,85 %

QSP 43,40 % 45,39 % -0,37 %

QSL 17,92 % 26,32 % -15,03 %

QD 43,40 % 45,39 % -15,27 %

Qcob 44,34 % 46,30 % -6,09 %

Qcons 42,45 % 44,56 % 16,44 %

QColeman 44,34 % 45,02 % -16,00 %

QCohen 43,40 % 46,18 % -12,70 %

QAC 43,40 % 45,39 % -18,78 %

QC1 17,92 % 25,16 % -18,88 %

QC2 44,34 % 46,30 % -15,38 %

QIMAFO 43,40 % 45,39 % -15,00 %

Media 37,67 % 39,86 % -5,42 %

Máximo 44,34 % 46,30 % 39,21 %

Mı́nimo 17,92 % 18,24 % -18,88 %

Cuadro 4.9: Mejora tras aplicar la generalización sobre CMédico preciso

Medida calidad No reglas Complejidad Calidad

QCF 110 0,24962756 0,50641390

QGI 110 0,24962756 0,10366419

QP 110 0,24962756 0,38894758

QSP 110 0,24962756 0,77083840

QSL 110 0,24962756 0,57864344

QD 110 0,24962756 0,80457443

Qcob 110 0,24962756 0,87114453

Qcons 110 0,24962756 0,50789744

QColeman 110 0,24962756 0,75320697

QCohen 110 0,24962756 0,64280623

QAC 110 0,24962756 0,62598780

QC1 110 0,24962756 0,38273010

QC2 110 0,24962756 0,74109584

QIMAFO 110 0,24962756 0,43607897

Cuadro 4.10: Resultados tras la generación de reglas en CMédico difuso
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Medida calidad No reglas Complejidad Calidad

QCF 108 0,24603620 0,52499163

QGI 98 0,21370108 0,12223510

QP 93 0,16314700 0,52132510

QSP 92 0,16323379 0,78299785

QSL 96 0,23648076 0,60538300

QD 107 0,24493448 0,81416875

Qcob 110 0,24962756 0,87114453

Qcons 93 0,16314700 0,59643400

QColeman 108 0,24603620 0,76249590

QCohen 86 0,22797054 0,65640590

QAC 107 0,24493448 0,63976310

QC1 108 0,24603620 0,39845392

QC2 108 0,24667181 0,74971650

QIMAFO 98 0,21370108 0,46841866

Cuadro 4.11: Resultados tras la generalización sin pérdida en CMédico difuso

Medida calidad No reglas Complejidad Calidad

QCF 69 0,16622776 0,42979680

QGI 82 0,15074593 0,10007311

QP 64 0,13616583 0,48918802

QSP 63 0,13404284 0,76807630

QSL 78 0,17085886 0,49395138

QD 67 0,13601287 0,68966080

Qcob 64 0,13243702 0,82744044

Qcons 64 0,13616583 0,59550940

QColeman 58 0,12648809 0,63012123

QCohen 67 0,13398269 0,57940370

QAC 67 0,13601287 0,53123250

QC1 74 0,17453670 0,32973290

QC2 64 0,13243702 0,63851980

QIMAFO 65 0,13522878 0,37757920

Cuadro 4.12: Resultados tras la generalización con pérdida en CMédico difuso
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Medida calidad No reglas Complejidad Calidad

QCF 37,27 % 33,41 % -15,13 %

QGI 25,45 % 39,61 % -3,46 %

QP 41,82 % 45,45 % 25,77 %

QSP 42,73 % 46,30 % -0,36 %

QSL 29,09 % 31,55 % -14,64 %

QD 39,09 % 45,51 % -14,28 %

Qcob 41,82 % 46,95 % -5,02 %

Qcons 41,82 % 45,45 % 17,25 %

QColeman 47,27 % 49,33 % -16,34 %

QCohen 39,09 % 46,33 % -9,86 %

QAC 39,09 % 45,51 % -15,14 %

QC1 32,73 % 30,08 % -13,85 %

QC2 41,82 % 46,95 % -13,84 %

QIMAFO 40,91 % 45,83 % -13,41 %

Media 38,57 % 42,73 % -6,59 %

Máximo 47,27 % 49,33 % 25,77 %

Mı́nimo 25,45 % 30,08 % -16,34 %

Cuadro 4.13: Mejora tras aplicar la generalización sobre CMédico difuso
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Medida calidad No reglas Complejidad Calidad

QCF 1265 0,80670774 0,57889515

QGI 1265 0,80670774 0,03913903

QP 1265 0,80670774 0,08947705

QSP 1265 0,80670774 0,65581900

QSL 1265 0,80670774 0,59897380

QD 1265 0,80670774 0,79077804

Qcob 1265 0,80670774 0,85340923

Qcons 1265 0,80670774 0,14401528

QColeman 1265 0,80670774 0,78944755

QCohen 1265 0,80670774 0,60228460

QAC 1265 0,80670774 0,37699038

QC1 1265 0,80670774 0,41736212

QC2 1265 0,80670774 0,77561830

QIMAFO 1265 0,80670774 0,18219034

Cuadro 4.14: Resultados tras la generación de reglas en CContables preciso

Medida calidad No reglas Complejidad Calidad

QCF 1242 0,79932940 0,57914160

QGI 1162 0,76066950 0,04654224

QP 780 0,62142134 0,15025650

QSP 1122 0,75435746 0,66001457

QSL 1242 0,79949920 0,60180330

QD 1265 0,80653490 0,79087317

Qcob 1228 0,78892934 0,85557060

Qcons 759 0,61243796 0,26458920

QColeman 1242 0,79932940 0,78957080

QCohen 1011 0,71704290 0,60681444

QAC 780 0,62142134 0,42308253

QC1 1242 0,79945886 0,41761643

QC2 1265 0,80640140 0,77574503

QIMAFO 780 0,62142134 0,22008882

Cuadro 4.15: Resultados tras la generalización sin pérdida en CContables preciso
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Medida calidad No reglas Complejidad Calidad

QCF 880 0,67041300 0,48014420

QGI 917 0,67929730 0,04312349

QP 658 0,56890480 0,14586228

QSP 645 0,56213737 0,62508650

QSL 880 0,67052870 0,53053340

QD 645 0,56213737 0,66105640

Qcob 645 0,56213737 0,77078474

Qcons 650 0,56469345 0,25979197

QColeman 645 0,56213737 0,65460473

QCohen 645 0,56216466 0,59299480

QAC 645 0,56233126 0,41581970

QC1 889 0,67456890 0,34592450

QC2 645 0,56213737 0,64707035

QIMAFO 650 0,56469345 0,21342246

Cuadro 4.16: Resultados tras la generalización con pérdida en CContables preciso

Medida calidad No reglas Complejidad Calidad

QCF 29,15 % 16,13 % -17,06 %

QGI 21,08 % 10,70 % 10,18 %

QP 15,64 % 8,45 % 63,02 %

QSP 42,51 % 25,48 % -4,69 %

QSL 29,15 % 16,13 % -11,43 %

QD 49,01 % 30,30 % -16,40 %

Qcob 47,48 % 28,75 % -9,68 %

Qcons 14,36 % 7,80 % 80,39 %

QColeman 48,07 % 29,67 % -17,08 %

QCohen 36,20 % 21,60 % -1,54 %

QAC 17,31 % 9,51 % 10,30 %

QC1 28,42 % 15,62 % -17,12 %

QC2 49,01 % 30,29 % -16,57 %

QIMAFO 16,67 % 9,13 % 17,14 %

Media 31,72 % 18,54 % 4,96 %

Máximo 49,01 % 30,30 % 80,39 %

Mı́nimo 14,36 % 7,80 % -17,12 %

Cuadro 4.17: Mejora tras aplicar la generalización sobre CContables preciso
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Medida calidad No reglas Complejidad Calidad

QCF 1265 0,80670774 0,57889515

QGI 1265 0,80670774 0,03913903

QP 1265 0,80670774 0,08947705

QSP 1265 0,80670774 0,65581900

QSL 1265 0,80670774 0,59897380

QD 1265 0,80670774 0,79077804

Qcob 1265 0,80670774 0,85340923

Qcons 1265 0,80670774 0,14401528

QColeman 1265 0,80670774 0,78944755

QCohen 1265 0,80670774 0,60228460

QAC 1265 0,80670774 0,37699038

QC1 1265 0,80670774 0,41736212

QC2 1265 0,80670774 0,77561830

QIMAFO 1265 0,80670774 0,18219034

Cuadro 4.18: Resultados tras la generación de reglas en CContables difuso

Medida calidad No reglas Complejidad Calidad

QCF 1265 0,80640140 0,57912180

QGI 947 0,69552374 0,05214428

QP 581 0,53700024 0,14553821

QSP 905 0,67208236 0,66799240

QSL 1242 0,80097340 0,60106970

QD 1265 0,80653490 0,79087317

Qcob 1207 0,78057150 0,85513680

Qcons 581 0,53700024 0,26495674

QColeman 1265 0,80640140 0,78956090

QCohen 858 0,66251266 0,60845417

QAC 588 0,54115690 0,42555040

QC1 1265 0,80653490 0,41748407

QC2 1265 0,80640140 0,77574503

QIMAFO 588 0,54115690 0,21894516

Cuadro 4.19: Resultados tras la generalización sin pérdida en CContables difuso
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Medida calidad No reglas Complejidad Calidad

QCF 838 0,65225250 0,47783625

QGI 853 0,66218390 0,05117523

QP 581 0,53700024 0,14553821

QSP 567 0,52895564 0,64226663

QSL 660 0,57479860 0,48142200

QD 567 0,52968320 0,67893220

Qcob 582 0,53475630 0,79497770

Qcons 573 0,53256130 0,26248390

QColeman 567 0,52895564 0,67246480

QCohen 567 0,52971270 0,59739935

QAC 568 0,52999960 0,42297304

QC1 838 0,65225250 0,34261343

QC2 567 0,52895564 0,66260624

QIMAFO 573 0,53256130 0,21713972

Cuadro 4.20: Resultados tras la generalización con pérdida en CContables difuso

Medida calidad No reglas Complejidad Calidad

QCF 33,75 % 19,15 % -17,46 %

QGI 32,57 % 17,92 % 30,75 %

QP 54,07 % 33,43 % 62,65 %

QSP 55,18 % 34,43 % -2,07 %

QSL 47,83 % 28,75 % -19,63 %

QD 55,18 % 34,34 % -14,14 %

Qcob 53,99 % 33,71 % -6,85 %

Qcons 54,70 % 33,98 % 82,26 %

QColeman 55,18 % 34,43 % -14,82 %

QCohen 55,18 % 34,34 % -0,81 %

QAC 55,10 % 34,30 % 12,20 %

QC1 33,75 % 19,15 % -17,91 %

QC2 55,18 % 34,43 % -14,57 %

QIMAFO 54,70 % 33,98 % 19,18 %

Media 49,74 % 30,45 % 7,06 %

Máximo 55,18 % 34,43 % 82,26 %

Mı́nimo 32,57 % 17,92 % -19,63 %

Cuadro 4.21: Mejora tras aplicar la generalización sobre CContables difuso
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Medida calidad No reglas Complejidad Calidad

QCF 542 0,5660638 0,5622270

QGI 542 0,5660638 0,5107154

QP 542 0,5660638 0,5443431

QSP 542 0,5660638 0,7716786

QSL 542 0,5660638 0,6942259

QD 542 0,5660638 0,8457655

Qcob 542 0,5660638 0,7954575

Qcons 542 0,5660638 0,6808877

QColeman 542 0,5660638 0,7811135

QCohen 542 0,5660638 0,7956100

QAC 542 0,5660638 0,7112396

QC1 542 0,5660638 0,4986896

QC2 542 0,5660638 0,7575944

QIMAFO 542 0,5660638 0,5520869

Cuadro 4.22: Resultados tras la generación de reglas en CCenso preciso

Medida calidad No reglas Complejidad Calidad

QCF 471 0,5235664 0,5883291

QGI 471 0,5235664 0,5719318

QP 526 0,5427836 0,5661074

QSP 471 0,5044676 0,7958164

QSL 487 0,5430365 0,7134301

QD 487 0,5018543 0,8488071

Qcob 471 0,5049198 0,8257290

Qcons 526 0,5336881 0,7064086

QColeman 471 0,5235664 0,7941564

QCohen 471 0,5235664 0,8094239

QAC 471 0,5128989 0,7285597

QC1 471 0,5235664 0,5314555

QC2 471 0,5235664 0,7706867

QIMAFO 471 0,5235664 0,5771512

Cuadro 4.23: Resultados tras la generalización sin pérdida en CCenso preciso
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Medida calidad No reglas Complejidad Calidad

QCF 378 0,3872042 0,5506121

QGI 378 0,3940104 0,5402204

QP 330 0,3237454 0,4759803

QSP 330 0,3174483 0,7449263

QSL 378 0,3766919 0,5757355

QD 330 0,3263264 0,7960270

Qcob 330 0,3174483 0,7750619

Qcons 330 0,3174483 0,6422902

QColeman 330 0,3260262 0,7161411

QCohen 330 0,3260262 0,7255325

QAC 330 0,3174483 0,6378748

QC1 378 0,3872042 0,4908171

QC2 330 0,3260262 0,6947261

QIMAFO 330 0,3254407 0,4625765

Cuadro 4.24: Resultados tras la generalización con pérdida en CCenso preciso

Medida calidad No reglas Complejidad Calidad

QCF 30,26 % 31,60 % -2,07 %

QGI 30,26 % 30,39 % 5,78 %

QP 39,11 % 42,81 % -12,56 %

QSP 39,11 % 43,92 % -3,47 %

QSL 30,26 % 33,45 % -17,07 %

QD 39,11 % 42,35 % -5,88 %

Qcob 39,11 % 43,92 % -2,56 %

Qcons 39,11 % 43,92 % -5,67 %

QColeman 39,11 % 42,40 % -8,32 %

QCohen 39,11 % 42,40 % -8,81 %

QAC 39,11 % 43,92 % -10,32 %

QC1 30,26 % 31,60 % -1,58 %

QC2 39,11 % 42,40 % -8,30 %

QIMAFO 39,11 % 42,51 % -16,21 %

Media 36,58 % 39,83 % -6,93 %

Máximo 39,11 % 43,92 % 5,78 %

Mı́nimo 30,26 % 30,39 % -17,07 %

Cuadro 4.25: Mejora tras aplicar la generalización sobre CCenso preciso
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Medida calidad No reglas Complejidad Calidad

QCF 529 0,5678742 0,5939430

QGI 529 0,5678742 0,5783234

QP 529 0,5678742 0,5457484

QSP 529 0,5678742 0,7845218

QSL 529 0,5678742 0,7233468

QD 529 0,5678742 0,8470481

Qcob 529 0,5678742 0,8152627

Qcons 529 0,5678742 0,6791264

QColeman 529 0,5678742 0,7969715

QCohen 529 0,5678742 0,8104868

QAC 529 0,5678742 0,7255757

QC1 529 0,5678742 0,5352445

QC2 529 0,5678742 0,7732873

Cuadro 4.26: Resultados tras la generación de reglas en CCenso difuso

Medida calidad No reglas Complejidad Calidad

QCF 513 0,5430480 0,6114758

QGI 467 0,5249555 0,6085516

QP 502 0,5302344 0,5731663

QSP 502 0,5207723 0,8080809

QSL 483 0,5447211 0,7326140

QD 529 0,5180513 0,8513395

Qcob 502 0,5207723 0,8388534

Qcons 502 0,5370002 0,7023768

QColeman 513 0,5430480 0,8057305

QCohen 467 0,5249555 0,8196657

QAC 502 0,5310505 0,7452773

QC1 513 0,5430480 0,5564904

QC2 513 0,5430480 0,7822885

QIMAFO 502 0,5310505 0,5933619

Cuadro 4.27: Resultados tras la generalización sin pérdida en CCenso difuso
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Medida calidad No reglas Complejidad Calidad

QCF 311 0,3209981 0,5121795

QGI 311 0,3202355 0,5007925

QP 311 0,3202355 0,5081036

QSP 311 0,3127072 0,7739045

QSL 311 0,3209981 0,6400797

QD 311 0,3209981 0,8116171

Qcob 311 0,3127072 0,8093344

Qcons 311 0,3128058 0,6665680

QColeman 311 0,3209981 0,7547395

QCohen 311 0,3196942 0,7680693

QAC 311 0,3196942 0,6865367

QC1 311 0,3209981 0,4477699

QC2 311 0,3209981 0,7314003

QIMAFO 311 0,3202355 0,5203288

Cuadro 4.28: Resultados tras la generalización con pérdida en CCenso difuso

Medida calidad No reglas Complejidad Calidad

QCF 41,21 % 43,47 % -13,77 %

QGI 41,21 % 43,61 % -13,41 %

QP 41,21 % 43,61 % -6,90 %

QSP 41,21 % 44,93 % -1,35 %

QSL 41,21 % 43,47 % -11,51 %

QD 41,21 % 43,47 % -4,18 %

Qcob 41,21 % 44,93 % -0,73 %

Qcons 41,21 % 44,92 % -1,85 %

QColeman 41,21 % 43,47 % -5,30 %

QCohen 41,21 % 43,70 % -5,23 %

QAC 41,21 % 43,70 % -5,38 %

QC1 41,21 % 43,47 % -16,34 %

QC2 41,21 % 43,47 % -5,42 %

QIMAFO 41,21 % 43,61 % -8,37 %

Media 41,21 % 43,85 % -7,12 %

Máximo 41,21 % 44,93 % -0,73 %

Mı́nimo 41,21 % 43,47 % -16,34 %

Cuadro 4.29: Mejora tras aplicar la generalización sobre CCenso difuso
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En la tabla 4.30 se recoge un resumen de los resultados obtenidos. En ella se

presentan los valores medios obtenidos en cada una de las etapas que hemos con-

siderado. La columna Significativo muestra el resultado de aplicar una prueba de

diferencias de medias basada en la prueba de Student. Se ha aplicado considerando

observaciones por pares y 2 colas, dado que no tenı́amos ninguna suposición pre-

via. Comentaremos cada dominio de forma independiente y posteriormente sobre

el comportamiento general.

Resultados sobre CMédico: Lo primero que podemos destacar al estudiar los

resultados es ver que en ningún caso se ha llegado al umbral de calidad establecido

respecto a la calidad del conjunto de partida. En media, la reducción ha sido del

5,42 % en el caso preciso y 6,6 % en el difuso, aunque esta diferencia entre ambos

enfoques no es estadı́sticamente significativa. Además, se produce el hecho de que

en la mayorı́a de las casos al realizar la generalización sin pérdidas se mejora la

calidad del conjunto de partida (Figura 4.7).

En cuanto a la complejidad tampoco existen diferencias significativas en-

tre ambos DataCubos, estando la reducción entorno al 40 %. Sin embargo, cabe

destacar que, aunque la diferencia entre las complejidades obtenidas no sea sig-

nificativa, las reglas obtenidas en el caso difuso serán más inteligibles de cara al

usuario al utilizar conceptos más cercanos a su espacio de razonamiento. Como

ejemplo de este hecho, en los experimentos se ha encontrado la siguiente regla

tanto en el caso difuso como en el preciso:

SI [Causa es enf. del aparato respiratorio], [la duración es normal] y [es del

área metropolitada] ENTONCES [No se requieren implantes],

con soporte 0,12423447 y factor de certeza 0,9843216 pera el caso difuso y val-

ores 0,10903524 y 0,96863496 para el preciso.

Veamos en qué se traduce esta regla en cada caso. En el preciso, la duración
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Medida Preciso Difuso Significativo

Generalización sin pérdida

Complejidad media 0,229315271 0,221832727 0,1201

Calidad media 0,617233886 0,608138139 0,2948

Generalización con pérdida

Complejidad media 0,150598591 0,142953078 0,0645

Calidad media 0,545852952 0,534306113 0,096

Mejora total

Reducción del no de reglas 37,67 % 38,57 % 0,5799

Reducción de complejidad media 39,86 % 42,73 % 0,0794

Ganancia de calidad media -5,42 % -6,59 % 0,7213

Comparativa de resultados entre CMédico preciso y difuso
Medida Preciso Difuso Significativo

Generalización sin pérdida

Complejidad media 0,736303881 0,700017996 0,0053

Calidad media 0,512979231 0,513755202 0,3564

Generalización con pérdida

Complejidad media 0,594877312 0,561044933 0,00001

Calidad media 0,456158537 0,46070205 0,3534

Mejora total

Reducción del no de reglas 43,31 % 49,74 % 0,00001

Reducción de complejidad media 26,26 % 30,45 % 0,00001

Ganancia de calidad media 4,96 % 7,06 % 0,2152

Comparativa de resultados entre CContables preciso y difuso
Medida Preciso Difuso Significativo

Generalización sin pérdida

Complejidad media 0,522043809 0,532553978 0,0018

Calidad media 0,701999491 0,716376602 0,0001

Generalización con pérdida

Complejidad media 0,340606766 0,318878836 0,0149

Calidad media 0,630608697 0,652244546 0,0417

Mejora total

Reducción del no de reglas 36,58 % 41,21 % 0,011

Reducción de complejidad media 39,83 % 43,85 % 0,0116

Reducción de calidad media -6,93 % -7,12 % 0,9329

Comparativa de resultados entre CCenso preciso y difuso

Cuadro 4.30: Comparativa de resultados
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Figura 4.7: Evolución del proceso sobre CMedico difuso utilizando la medida de

calidad QCohen. El valor para el número de reglas representa el porcentaje sobre

el número inicial

se ha definido como el intervalo [0,1] y el área metropolitana como un conjunto

de localidades. Por esto, el significado real de la regla será

SI [Causa es enf. del aparato respiratorio], [la duración está en [0,1]] y [es de

Armilla, Otura, Jun, ...] ENTONCES [No se requieren implantes]

De esta manera si una intervención durara hora y media ya no satisfacerı́a el an-

tecedente de la regla y no serı́a válida. Pero para nosotros una hora y media y una

hora son similares y consideraremos que en este caso se cumplirı́a la regla pero

quizá con menor confianza.

En el caso difuso, tanto la duración como el área de influencia modelada con

el área metropolitana se han definido mediante conjuntos difusos (véase Sección

5.1). Estos se han establecido de forma que representaran el concepto de forma

más cercana al usuario. De esta forma, se podrı́a interpretar la regla de un modo
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más directo dado que los conceptos que utiliza tienen una correspondencia más

cercana con los que utilizamos en nuestro espacio cognitivo.

Además, observando los soportes correspondientes vemos que en el caso di-

fuso la regla es más representativa (12 % de las transacciones frente al 10 %) y sin

pérdida de precisión, incluso mejorándola ligeramente. Ası́ pues, los conceptos di-

fusos utilizados en la regla se adaptan mejor al dominio de los datos subyacentes.

En cuanto a la calidad, ambos enfoques presentan un comportamiento muy

similar, sin apreciarse diferencias significativas.

Resultados sobre CContables: En el caso anterior hemos visto que no se llega al

umbral de calidad establecido. En los DataCubos contables también se presenta

este hecho, pero llegando incluso a obtenerse en media un resultado mejor al de

partida tras la generalización con pérdida. En el caso del DataCubo difuso uti-

lizando la medida de calidad consistencia/confianza se llega a mejorar la calidad

tras el proceso en un 82 % (la evolución en este experimento se recoge en la Figura

4.8).

A la vista de la tabla 4.30 podemos ver que en este caso si existe una diferencia

significativa en cuanto a la complejidad de los resultados significativa. En todos

los pasos a tenor de los resultados intermedios y finales se observa que siempre el

modelo difuso presenta una menor complejidad y además se consigue una reduc-

ción de la misma superior (30,5 % frente al 26,3 %). A este hecho hay que añadirle

que el modelo difuso consigue una mayor reducción del número de reglas finales,

reduciendo casi a la mitad el conjunto frente al 43,3 % del preciso.

En cuestiones de calidad podemos ver que ambos enfoques de modelado ob-

tienen resultados similares sin diferencias significativas. Ası́ pues, el modelo di-

fuso consigue la misma calidad que el preciso pero consiguiendo una mayor re-

ducción de la complejidad y número de reglas.

Si tenemos en cuenta que en el difuso utilizamos conceptos más cercanos al
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Figura 4.8: Mejor evolución del proceso sobre CContables difuso utilizando la me-

dida de calidad Qcons. El valor para el número de reglas representa el porcentaje

sobre el número inicial

usuario, unido a la reducción de complejidad, tenemos que este enfoque obtiene

mejores resultados de cara a la interpretabilidad.

Resultados sobre CCenso: Se vuelve a cumplir el mantenimiento de la calidad

final de los conjuntos de reglas por encima del umbral. En estos DataCubos, tanto

en el preciso como el difuso, se produce un mejora de la calidad según todas

las medidas consideradas al realizar la generalización sin permitir pérdida. Un

ejemplo de la evolución de las medidas durante el proceso se muestra en la Figura

4.9.

En este problema, al realizar la reducción de complejidad sin pérdida de cal-

idad el modelo preciso se nos presenta mejor. Sin embargo, en el siguiente paso

no consigue tanta reducción como el difuso. En cuanto a complejidad total y re-

ducción de la misma el difuso se presenta mejor en el proceso global. En cuanto
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Figura 4.9: Evolución del proceso sobre CCenso difuso utilizando la medida de

calidad Qcons. El valor para el número de reglas representa el porcentaje sobre el

número inicial

al número de reglas que se consiguen eliminar, el difuso consigue una reducción

entorno al 41 % mientras el preciso se queda en un 36,5 %.

Hablando de la calidad, en este problema se cambia la tónica de los anteri-

ores. Mientras en los anteriores los dos modelos propuestos tenı́an una calidad

comparable en todas las etapas, en este dominio el modelo difuso presenta mejo-

ras significativas desde el mismo momento de la generación de reglas.

General: Observando los tres experimentos en conjunto, podemos ver que en

todos ellos el proceso de generalización sin pérdida de calidad suele conseguir

una mejora de los resultados. De esta forma, al aplicar la generalización en la que

ya si aceptamos reducir la calidad, se parte de un umbral más alto para detener el

proceso. Esto hace que el resultado final nunca llegue a alcanzar una gran pérdida

de calidad.
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En todos los casos se ha conseguido una reducción del número de reglas cer-

cana al 40 % (destacando el modelo difuso en el DataCubo con datos contables

que ha estado muy cerca del 50 %) y una reducción de complejidad oscilando

desde el 26 % al casi 44 %.

En general podemos decir que la modelización difusa de los DataCubos ha

resultado mejor a la hora de la reducción de complejidad. En el caso de CMédico

ambos han tenido comportamiento similares, salvo la utilización de conceptos

más intuitivos en el caso difuso ya comentado. En el resto de los dominios, el

modelo difuso se ha mostrado mejor, superando siempre al preciso en reducción

de complejidad, y cuando menos obteniendo una calidad similar al preciso. En este

sentido, el DataCubo CCenso difuso se ha comportado mejor en todos los aspectos

(complejidad y calidad) respecto al preciso.

Para poder analizar el comportamiento de cada medida de calidad necesi-

tarı́amos realizar experimentos sobre un número mayor de DataCubos de forma

que los resultados fueran significativos. Sin embargo, comentaremos los rasgos

observados durante los experimentos, aunque teniendo presente este hecho.

Si nos fijamos en la complejidad del conjunto resultado, en todas las medidas

salvo con el factor de certeza (CCF ) y la precisión utilizada por IMAFO (CAC)

el proceso sobre el DataCubo difuso ha obtenido un resultado con menor valor

que el preciso. En estas dos, dependiendo del dominio el valor menor se ha ido

alternando.

Observando la calidad del conjunto de reglas resultado, tenemos que el fac-

tor de certeza y la combinación QC1 siempre han obtenido mayores valores para

los modelos precisos. Por contra, las medidas QSP , Qcob, Qcons, QCohen y QAC

se han mostrado con valores superiores en todos los casos para los DataCubos

difusos.

La reducción media de complejidad obtenida para cada medida se recoge en

la Tabla 4.31. Como puede verse, en el caso preciso la medida que ha obtenido la
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Medida Preciso Difuso Medida Preciso Difuso

QCF 27,44 % 32,01 % QColeman 39,49 % 41,45 %

QGI 21,47 % 33,71 % Qcons 39,25 % 42,41 %

QP 38,95 % 40,83 % QCohen 39,63 % 41,46 %

QSP 39,88 % 41,89 % QAC 39,87 % 41,17 %

QSL 25,55 % 34,59 % QC1 24,38 % 30,90 %

QD 39,35 % 41,11 % QC2 39,67 % 41,62 %

Qcob 40,18 % 41,86 % QIMAFO 39,30 % 41,14 %

Cuadro 4.31: Reducción media obtenida según la medida de calidad utilizada

mayor reducción ha sido Qcob (40,18 %), y la menor QGI (21,47 %). Estas medi-

das han tenido un comportamiento similar en el caso difuso pero no corresponden

a la mayor o menor. En el caso difuso las medidas son otras: la mayor reducción

corresponde a la medida Qcons (42,41 %)y la menor QC1 (30,90 %). De forma

general se puede hacer notar que cuando una medida ha sido buena en un ca-

so también presenta una buena reducción en el DataCubo análogo, al igual que

aquellas que han obtenido una reducción menor.

Considerando ambos casos, parece que la medida que ha conseguido una may-

or reducción de complejidad es la cobertura. Esta medida ha obtenido la máxima

reducción en el preciso y la tercera, muy cercana a las primeras, en el caso difuso.

El caso de la medida de calidad Qcons aunque en el caso difuso ha obtenido la

máxima reducción, en el preciso tiene siete medidas que han conseguido mayor

reducción.

4.3.4. Análisis de tiempos

Los experimentos han sido ejecutados sobre plataformas muy diferentes y uti-

lizando las posibilidades de distribución de cálculo que aporta el sistema imple-
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Preciso Difuso

Conjuntos frecuentes 1,25 1,28

Generación de reglas 0,34 0,34

Total 1’60 1’62

Cuadro 4.32: Tiempos expresado en horas para la generación de reglas sobre los

DataCubos CContables preciso y difuso

mentado2. De esta forma, hablar de tiempos a escala total se hace imposible.

Para abordar el problema del tiempo hemos ejecutado un problema por com-

pleto en una misma plataforma. Aunque el análisis no sea extrapolable sı́ nos

dará una idea del comportamiento del proceso en lı́neas generales.

Todas las pruebas utilizando los DataCubos sobre datos contables se han eje-

cutado sobre una plataforma formada por un ordenador tipo PC con un procesador

Pentium IV a 3,2 Ghz y tecnologı́a HT con 1 GB de memoria RAM, funcionando

bajo Windows XP Professional. En cada DataCubo considerado, el utilizar una

medida u otra de calidad no influye para la generación inicial de reglas, por lo

tanto, estas se han generado una única vez y el resultado se ha utilizado de partida

para las 14 medidas de calidad consideradas. El tiempo de generación de reglas

se encuentra desglosado en la Tabla 4.32. Los tiempos empleados en la general-

ización para cada una de las medidas se recoge en la Tabla 4.33.

Considerando los tiempos medios para la generalización, la distribución de

tiempos en cada fase del proceso se recoge en la Tabla 4.34. Como puede verse,

en este problema la generación de reglas consume entorno al 82 % del tiempo to-

2Los experimentos se han lanzado utilizando por separado un ordenador Origin 3800 con 64

procesadores R14000A a 600 MHz (utilizando un máximo de 14 procesadores en paralelo), un or-

denador tipo PC trabajando de forma independiente y varios PC’s de diferentes velocidades situados

en Jaén y Granada trabajando conectados a través de Internet mediante túneles SSH con diferentes

incidencias en las comunicaciones.
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Medida calidad Preciso Difuso
Sin pérdida Con pérdida Total Sin pérdida Con pérdida Total

QCF 0,330 0,066 0,396 0,366 0,206 0,572

QGI 0,158 0,103 0,261 0,149 0,050 0,199

QP 0,143 0,059 0,202 0,140 0,008 0,148

QSP 0,449 0,059 0,508 0,263 0,035 0,298

QSL 0,276 0,165 0,441 0,318 0,102 0,421

QD 0,235 0,072 0,307 0,292 0,066 0,358

Qcob 0,492 0,068 0,560 0,717 0,062 0,779

Qcons 0,159 0,057 0,216 0,140 0,014 0,154

QColeman 0,331 0,087 0,418 0,368 0,065 0,433

QCohen 0,179 0,051 0,229 0,181 0,037 0,218

QAC 0,143 0,070 0,213 0,140 0,029 0,169

QC1 0,268 0,211 0,479 0,289 0,263 0,552

QC2 0,301 0,072 0,373 0,368 0,065 0,433

QIMAFO 0,143 0,064 0,208 0,140 0,020 0,160

Media 0,258 0,086 0,344 0,276 0,073 0,350

Cuadro 4.33: Tiempos expresado en horas para la generalización sobre los Dat-

aCubos CContables preciso y difuso
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Fase Preciso Difuso

Tiempo Porcentaje Tiempo Porcentaje

Conjuntos frecuentes 1,25 64,51 % 1,28 64,78 %

Generación de reglas 0,34 17,78 % 0,34 17,49 %

Total generación reglas 1’60 82,29 % 1’62 82,27 %

Generalización sin pérdida 0,26 13,28 % 0,28 14,02 %

Generalización con pérdida 0,09 4,43 % 0,07 3,71 %

Total generalización 0,34 17,71 % 0,35 17,73 %

Total 1,94 100,00 % 1,97 100,00 %

Cuadro 4.34: Tiempos expresados en horas para el proceso completo sobre los

DataCubos CContables preciso y difuso

tal del proceso (65 % para la obtención de los conjuntos frecuentes y 17 % en la

generación de reglas) tanto en el caso preciso como difuso. La posterior general-

ización del resultado supone tan solo un 18 % del tiempo (algo menos de la quinta

parte).

4.4. Conclusiones

El algoritmo COGARE que hemos presentado funciona bajo la filosofı́a de

obtener un resultado con una complejidad controlada de cara a el usuario. Para

conseguirlo se utilizan las relaciones jerárquicas definidas en la dimensiones. Este

hecho unido al uso de conceptos modelados de forma más cercana al usuario,

utilizando un modelo multidimensional difuso, ayudan a reducir la complejidad

final.

El método se ha probado sobre datos obtenidos de dominios reales. Los resul-

tados obtenidos muestran que, con una sobrecarga en el tiempo entorno al 20 %, se
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llega a conseguir una reducción de la complejidad entorno al 40 %. Si nos fijamos

exclusivamente en el número de reglas, el número se reduce hasta en un 50 %. En

los experimentos se ha comprobado que de forma general la utilización de con-

ceptos difusos en las jerarquı́as ayuda en el proceso de reducción de complejidad

(sin contar que las reglas resultantes son más inteligibles para el usuario al utilizar

representaciones más intuitivas).

Como puede verse, los resultados obtenidos son muy prometedores e indican

un buen funcionamiento del algoritmo. Uno de los siguientes pasos será probar a

fondo el comportamiento del algoritmo mediante una experimentación mayor.



Capı́tulo 5

Ejemplo de Esquemas

Multidimensionales Difusos

No importa qué es lo que vaya mal, siempre hay alguien que ya lo
sabı́a

LEY DE EVAN Y BJORN

Ley de Murphy

En esta sección presentaremos tres ejemplos de modelos multidimensionales

difusos construidos sobre tres dominios distintos. Estos modelos han sido los uti-

lizados en la Sección para probar el algoritmo COGARE.

En cada caso presentaremos los dominios sobre los que se definen, la estruc-

tura de las dimensiones con las jerarquı́as definidas y los hechos considerados.

Posteriormente presentaremos ejemplos de algunas consultas realizadas sobre los

datacubos resultados.

Comenzaremos presentando un ejemplo construido sobre datos facilitados por
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el Servicio de Informática del Hospital Clı́nico de Granada sobre intervenciones

quirúrgicas. El siguiente datacubo se construirá utilizando datos de empresas re-

copilados por Asexor S.A. sobre empresas españolas y si han presentado quiebra

financiera o no. El último ejemplo se construirá utilizando la base de datos Adult

del repositorio de datos para procesos de extracción de conocimiento de la Uni-

versidad de California1.

5.1. DataCubo sobre datos médicos

En este primer datacubo trabajaremos con datos procedentes del Hospital

Clı́nico de Granada sobre intervenciones no suspendidas que se han realizada en-

tre los años 2002 y 2004 de pacientes provenientes de la provincia de Granada

(50.185 registros).

En el siguiente punto presentaremos la estructura del DataCubo construido,

indicando la jerarquı́a de cada dimensión. Posteriormente veremos algunos ejem-

plos de consultas sobre el mismo.

5.1.1. Estructura del DataCubo

En la Figura 5.1 se recoge el modelo multidimensional que hemos construido

sobre los datos médicos. Como puede verse, se han definido 6 dimensiones con

diferentes relaciones difusas entre algunos niveles. Para los cálculos de las rela-

ciones de parentesco extendido utilizaremos el mı́nimo y el máximo como t-norma

y t-conorma respectivamente, a menos que al hablar de la dimensión digamos lo

contrario. Veamos la estructura en detalle de cada dimensión.

1URL: http://kdd.ics.uci.edu/
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Figura 5.1: DataCubo sobre datos médicos
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Figura 5.2: Distribución de las intervenciones según la duración

5.1.1.1. Dimensión Duración

Uno de las variables que utilizaremos para analizar las intervenciones será el

tiempo que ha necesitado la intervención. El nivel base de esta dimensión nos

dará el número de horas de cada intervención. Sobre este nivel definimos un niv-

el que clasifica la duración según sea normal, larga o muy larga. Para definir

estos conceptos utilizaremos intervalos difusos que se aproxima más al espacio

de razonamiento del usuario que pueda utilizar el DataCubo. Para la definición

de las conceptos nos hemos fijado en la distribución de las operaciones según su

duración (Figura 5.2).

A la vista de la distribución hemos definido las etiquetas tal y como se reco-

gen en la Figura 5.3. De esta forma, la dimensión resultante tiene la estructura

siguiente:

Duración =({Horas, Rango, Todo},≤Duración,Horas,Todo),

donde ≤Duración establece la ordenación de los niveles tal y como se recoge en la

Figura 5.1.
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Figura 5.3: Valores y agrupación del nivel Rango en la dimensión Duración

5.1.1.2. Dimensión Tiempo

Esta dimensión sitúa las intervenciones según la fecha en la que se realizaron.

El nivel base de la dimensión (Fecha) se define según el dı́a de realización. Sobre

este nivel definimos las niveles siguientes:

Dı́a de la semana: Este nivel agrupa las fechas según al dı́a de la semana al

que corresponda (lunes, martes, miércoles, jueves, viernes, sábado y domin-

go).

Dı́a del mes: en este caso, las fechas se agrupan según el dı́a del mes que

sea (1 a 31).

Mes y año: Los agrupa según el mes y año al que pertenezca (p.e. Enero del

2000, Febrero del 2003, etc.). A su vez, este nivel se agrupa según el mes

concreto y el año al que pertenezca (niveles Mes y Año respectivamente).

Sobre el nivel Mes se ha definido otro llamado Temperatura que intenta

agruparlos según sean meses frı́os, cálidos o templados. La asignación de un

mes a una categorı́a a otra no es directa. Por ello, hemos preferido definirlo

utilizando conjuntos difusos (Figura 5.4).
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Figura 5.4: Clasificación de meses según su temperatura

Sobre estos niveles se define uno que los agrupa a todos (Todo). Ası́ pues, la

estructura de la dimensión traducida a nuestra estructura multidimensional será

Tiempo =({Fecha, Dı́a de la semana, Dı́a del mes, Mes y año, Temperatura, Año,

Todo},≤T iempo,Fecha,Todo)

5.1.1.3. Dimensión Paciente

A la hora de tener en cuenta el paciente sometido a la intervención, los definire-

mos al nivel de detalle de edad y sexo. Esta conjunción será el nivel base de la

dimensión Paciente. Serán valores formados por pares (p.e. 23 años y mujer, 50

años y hombre, etc.). Sobre el base añadiremos los siguientes niveles:

Sexo: Parece lógico que una primera división se haga en función de si son

hombres o mujeres.

Edad: E igualmente parece lógico hacerlo por la edad del paciente. Los

valores de este nivel los agruparemos según los pacientes sean Jóvenes,

Adultos o Mayores. Estos valores se definirán en el nivel Grupo utilizando
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Figura 5.5: Grupos de edades

conceptos difusos, más cercanos a como lo utilizamos los humanos. Las

etiquetas definidas viene recogidas en la Figura 5.5.

La estructura resultante de la dimensión serı́a

Paciente =({Sexo y edad, Sexo, Edad, Grupo, Todo},≤Paciente,Sexo y edad,Todo)

5.1.1.4. Dimensión Material

Esta dimensión modela las necesidades especiales de la intervención. En ella

se caracterizan las intervenciones atendiendo a si necesitaron sangre, implantes

y/o prótesis. El nivel base modela la unión de las tres caracterı́sticas (p.e. un valor

del nivel será la intervención necesitó sangre, no necesitó implantes y sı́ nece-

sitó prótesis).

Sobre este nivel hemos establecido tres que consideran cada necesidad por

separado. Ası́ pues, la estructura final de la dimensión será

Material =({Base, Sangre, Implantes, Prótesis, Todo},≤Material,Base,Todo)
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5.1.1.5. Dimensión Lugar

Otra caracterı́stica que modelamos del paciente es el lugar de procedencia del

mismo. Como hemos comentado nos centramos en pacientes provenientes de la

provincia de Granada.

El nivel base que se ha considerado es el código postal del lugar de proceden-

cia. Sobre este, hemos definido la localidad a la que pertenece. La información de

los códigos postales asociados a cada localidad han sido obtenidos de la Sociedad

Estatal de Correos y Telégrafos S.A.2.

El nivel más alto de la dimensión es Provincia. En el resto de dimensiones

hemos definido este nivel con el nombre Todo dado que agrupaba a todos los

elementos. En este caso, dado que sólo consideramos los pacientes provenientes

de la provincia de Granada, este nivel tendrá un única valor que agrupará a todos

los demás. Por lo tanto su papel es el mismo.

Entre el nivel localidad y provincia hemos definido un nivel intermedio que

hemos llamado área metropolitana. En este nivel pretendemos definir el concep-

tos de ser una localidad bajo el área de influencia más directa de la capital. El

nombre que le hemos dado se debe a que nos hemos basado en la agrupación

que se ha realizada por parte del Consorcio de Transportes del Área de Granada3

considerando el área metropolitana.

Esta relación la hemos definido utilizando una relación difusa. Este se debe a

que no todas las localidades se pueden considerar igualmente cercanas a la cap-

ital. De hecho, el propio Consorcio de Transporte define tres zonas según sea la

distancia a Granada capital (Figura 5.6).

Para definir el grado en que una localidad pertenece al área de influencia

hemos asignado a cada zona un grado de pertenencia. De esta forma, las locali-

dades pertenecientes a la zona A tendrán un grado de pertenencia 1; los pertenecientes

2URL: http://www.correos.es
3URL: http://www.consorciotransportes-granada.com
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Figura 5.6: Área metropolitana de Granada
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Localidad µÁrea metropolitana Localidad µÁrea metropolitana
Albolote 0,70 Huétor Vega 0,75

Alfacar 0,65 Jun 0,75

Alhendin 0,55 La Zubia 0,70

Armilla 0,75 Láchar 0,50

Atarfe 0,68 Las Gabias 0,68

Cájar 0,75 Maracena 0,75

Cenes de la Vega 0,75 Monachil 0,73

Cijuela 0,50 Ogı́jares 0,75

Cúllar Vega 0,75 Otura 0,68

Chauchina 0,50 Peligros 0,73

Churriana de la Vega 0,75 Pinos Genil 0,70

Dı́lar 0,73 Pinos Puente 0,50

Fuente Vaqueros 0,50 Pulianas 0,75

Gójar 0,75 Santa Fe 0,63

Granada 1,00 Vegas de Genil 0,75

Güevejar 0,65 Vı́znar 0,63

Cuadro 5.1: Pertenencia de las localidades a el área metropolitana de Granada

a la zona B, un grado 0,75; y los de la zona C un grado 0,5. Sin embargo, exis-

ten localidades cuyo término municipal se encuentra entre varias zonas. En estos

casos lo que hemos considerado es una ponderación según el tamaño del término

que se encuentra en cada zona. De esta forma, la pertenencia de las localidades al

área de influencia de la capital considerado es el recogido en la tabla 5.1.

La traducción de la dimensión presentada a la estructura multidimensional

difusa propuesta serı́a

Lugar =({C.P., Localidad, Área metropolitana,

Provincia},≤Lugar,C.P.,Provincia)
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Código Grupo

Q01 Enf.infecciosas y parasitarias

Q02 Tumores

Q03 Enf. endocrinas, nutricionales, metabólicas e inmunitarias

Q04 Enf. de la sangre y órganos hematopoyeticos

Q05 Trastornos mentales

Q06 Enf. del sistema nervioso y los órganos de los sentidos

Q07 Enf. cardiovasculares

Q08 Enf. del aparato respiratorio

Q09 Enf. del aparato digestivo

Cuadro 5.2: Código y grupos según al O.M.S.

5.1.1.6. Dimensión Causa

Otra de las caracterı́sticas de las intervenciones es la causa. Para ello uti-

lizamos los código propuestos por la Organización Mundial de la Salud (O.M.S.)4.

Esta dimensión contiene información muy interesante donde se podrı́a poner de

manifiesto muchos de los problemas que se presentan en los modelos multidimen-

sionales clásicos. Lamentablemente, para poder modelarlo en toda su extensión se

necesitarı́a la colaboración de médicos especialistas, a lo que no hemos tenido ac-

ceso. Por ello, esta dimensión ha sido modelado de forma simple, contemplando

el código de la causa de la intervención y uno de los grandes grupos a los que

pertenece (Tabla 5.2).

La estructura de la dimensión resultante es

Causa =({Código, Descripción, Todo},≤Causa,Código,Todo)

5.1.1.7. Medidas

La medida que se ha considerado ha sido el número de intervenciones que

comparten los valores que definen los niveles base de los dimensiones.

4URL: http://www.who.int/es/
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5.1.1.8. DataCubo

La estructura completa de este DataCubo serı́a

CMédico = ({Duración, Tiempo, Paciente, Material, Lugar, Causa},

{Número}⋃ ∅,Ω,A),

donde A es la relación que asocia a cada hecho las coordenadas que lo caracterizan

en el espacio que definen las dimensiones. A continuación presentaremos algunas

consultas de ejemplo sobre esta estructura.

5.1.2. Consultas

En la Figura 5.7 puede verse el número de intervenciones dependiendo de si se

producen en meses cálidos, templados o frı́os. A la vista, parece que en los meses

en los que más intervenciones se producen son en los templados, mientras que en

los cálidos es en los que menos.

También podemos saber si dependiendo del grupo de edad la duración de las

intervenciones varı́a. En la Figura 5.8 se puede ver el resultado de la consulta.

A la vista del resultado, podemos ver que la mayor parte de las intervenciones

se realizan sobre personas adultas. La distribución de las intervenciones según su

duración es similar en los tres grupos de edades, salvo que en el caso de los adultos

en el que la relación de número de intervenciones con duraciónnormal respecto a

las demás es sensiblemente superior.

La distribución de intervenciones según la duración y si los pacientes provienen

de una una localidad perteneciente al área metropolitana de Granada viene recogi-

da en la tabla 5.3). Para mostrar los hechos resultantes hemos utilizado el resumen

lingüı́stico. Como puede verse, no existen grandes diferencias por la procedencia

del paciente.
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Figura 5.7: Intervenciones según temperatura de los meses

Figura 5.8: Intervenciones según grupos de edades y duración
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Duración Área metropolitana Intervenciones

1. Normal No Mayor que 14727.0

1. Normal Sı́ Mayor que 13005.0

2. Larga No Mayor que 3233.0

2. Larga Sı́ Mayor que 2777.0

3. Muy larga No Mayor que 116.0

3. Muy larga Sı́ Mayor que 100.0

Cuadro 5.3: Intervenciones según la duración y la procedencia de los pacientes

5.2. DataCubo sobre datos contables

El ejemplo de aplicación de la técnica se ha realizado sobre la base de la infor-

mación proporcionada por la empresa Axesor, S.A.5. Se consideraron 872 empre-

sas pertenecientes a tres sectores de actividad, comercial, industrial y servicios, en

función de la Clasificación Nacional de Actividades Económicas. Asimismo, en

cada sector de actividad se diferenció entre empresas quebradas y no quebradas

en función de la legislación vigente en el año 2001. Las variables económico-

financieras que se han estudiado son la rentabilidad económica de explotación, el

fondo de maniobra, y el coste del endeudamiento, y los valores que se muestran

se refieren a los obtenidos durante los ejercicios 1998 a 2000.

La rentabilidad económica de explotación mide el rendimiento de las inver-

siones relacionadas con la actividad tı́pica de la empresa y se calcula relacionando

el resultado neto de la explotación con las inversiones de la explotación. El fondo

de maniobra es una variable de tipo financiero indicativa del nivel de solvencia

empresarial. Se calcula comparando la diferencia entre activo y pasivo circulantes

con las ventas empresariales. El coste de endeudamiento mide el tipo medio de

los recursos ajenos.

5URL: http://www.axesor.es
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Figura 5.9: DataCubo sobre los datos contables

5.2.1. Estructura del DataCubo

En la Figura 5.9 se recoge la estructura del datacubo construido. Para realizar-

lo, hemos definido 9 dimensiones. En todos los casos se ha utilizado el mı́nimo y

el máximo como t-norma y t-conorma para calcular las relaciones de parentesco

extendido. Veamos detalladamente cada una de las dimensiones.
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5.2.1.1. Dimension Tiempo

El nivel máximo de detalle de esta dimensión, es decir, el nivel base son los

años. Como hemos comentado los valores considerados son 1998, 1999 y 2000.

Sobre este nivel sólo se define el nivel que agrupa a todos los valores. Con esto, la

estructura de la dimensión serı́a

Tiempo =({Año, Todo},≤T iempo,Año,Todo),

donde ≤T iempo define las relación jerárquica entre los niveles como

Año ≤T iempo Año,

Año ≤T iempo Todo,

Todo ≤T iempo Todo

5.2.1.2. Dimensión Fallo

El datacubo se ha definido para estudiar la relación de algunas variables fi-

nancieras con respecto a la quiebra de la empresa. Una de nuestras dimensiones

dará la información de esa quiebra. La denominaremos fallo, y el nivel base

será Fallo con dos valores: Sı́, cuando la empresa haya quebrado, y No, en ca-

so contrario. Sobre este se definirı́a el nivel Todo.

La estructura resultante es:

Fallo =({Fallo, Todo},≤Fallo,Fallo,Todo).

donde ≤Fallo define las relación jerárquica entre los niveles como

Fallo ≤Fallo Fallo,

Fallo ≤Fallo Todo,

Todo ≤Fallo Todo
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Sector Códigos CNAE incluidos

Industrial 151-410

Constructoras 450-454

Comerciales 501-527

Inmobiliarias 701-703

Servicios 651-990 (menos inmobiliarias)

Transportes 602-650

Cuadro 5.4: Sectores según códigos CNAE

5.2.1.3. Dimensión Compañı́a

Esta dimensión modela los datos referentes a las compañı́as. Hemos utiliza-

do el código INFOTEL para definir el nivel base. Sobre éste, hemos utilizado el

código CNAE para clasificar las empresas según el sector al que pertenecen. Para

ello hemos utilizado los tres primeros números del código. Los sectores consider-

ados (industrial, comercial, constructoras, inmobiliarias, servicios, transportes, y

fuera de estos sectores) se han agrupado según estos códigos tal y como se recoge

en la tabla 5.4. El resto de niveles contienen información referente al número de

sistemas de control, número de cambios de dirección social, número de marcas

registradas y la forma social de la empresa. La estructura resultante es

Compañı́a =({INFOTEL, CNAE, No sistemas de control, No cambios, No

marcas, forma social, sector, Todo},≤Compañı́a,INFOTEL,Todo),

5.2.1.4. Dimensión Antigüedad

El nivel base de esta dimensión clasifica a las empresas según el número de

años que lleva la empresa en funcionamiento. Sobre este nivel definimos una

agrupación de los años para caracterizar a las empresas según sean muy jóvenes,
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Figura 5.10: Valores y agrupación del nivel Grupo en la dimensión Antigüedad

jóvenes, maduras o muy maduras. Los humanos manejamos estos conceptos no

como intervalos con fronteras precisas, sino que entendemos que una empresa sea

más o menos madura en su actividad. Por eso, hemos utilizado conjuntos difusos

para definir la relación de estos conceptos con los años concretos. En la Figu-

ra 5.10 se recoge la agrupación y los valores para la relación de parentesco que

hemos utilizado.

La estructura de la dimensión estarı́a formada por tres niveles (los dos comen-

tados y el nivel Todo que agrupa a los anteriores):

Antigüedad =({Años, Grupo, Todo},≤Antigüedad,Años,Todo).

5.2.1.5. Dimensión Rentabilidad económica

Para definir esta dimensión, hemos utilizado los valores observados para la

variable financiera rentabilidad económica. Sobre estos valores hemos definido

un nuevo nivel (Rango) para agrupar los valores en cinco categorı́as para facili-

tar el análisis. Para el usuario es más intuitivo el uso de valores categóricos (p.e.

medio, bajo, alto, etc.) que valores concretos (e.g. rentabilidad con valor 6.51) a la

hora de realizar consultas. Normalmente esta agrupación se realiza definiendo in-
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Figura 5.11: Problema de bordes precisos con valores muy cercanos

tervalos sobre los valores. Si utilizamos intervalos precisos se nos puede presentar

un problema: dos valores muy cercanos pertenezcan a intervalos distintos (Figura

5.11). Este problema se reduce si suavizamos los bordes de los intervalos.

Las cinco categorı́as que hemos defino utilizando valores difusos son: Muy

bajo, Bajo, Medio, Alto y Muy alto. Los valores agrupados se han definido en

función del valor medio de la variables rentabilidad económica en el conjunto

total de datos que disponı́amos. De esta manera, los valores cercanos a este valor

pertenecerán a la categorı́a Medio, y conforme se alejen de este valor entrarán en

las categorı́as Bajo y Alto, si están por debajo de este valor medio o por encima,

etc. Para los lı́mites hemos utilizado los valores medio, máximo y mı́nimo de

la variable. Cada intervalo [mı́nimo,media] y [media,máximo] se ha dividido en

cinco intervalos de tamaño w1 y w2 respectivamente. Utilizando estos valores, se

han definido las categorı́as como se recoge en la Figura 5.12.

La estructura de la dimensión será:

Rentabilidad Económica=({Valor, Rango, Todo},≤RE ,Valor,Todo),



230 Ejemplo de Esquemas Multidimensionales Difusos

Figura 5.12: Valores y agrupación de los niveles Rango

5.2.1.6. Dimensión Fondo de maniobra

Esta dimensión se ha modelado igual que la anterior. El nivel base corresponde

a los valores de las muestras y sobre éstos se han definido cinco categorı́as de

forma difusa. Esta división se ha realizado mediante el mismo esquema de la

Rentabilidad económica. Como es este caso, la estructura resultantes es:

Fondo de maniobra=({Valor, Rango, Todo},≤FM ,Valor,Todo),

5.2.1.7. Dimensión Coste de endeudamiento

Se trata de otra variable financiera como las anteriores y se ha modelado de la

misma forma. La estructura de esta dimensión será la misma:

Coste de endeudamiento=({Valor, Rango, Todo},≤CE ,Valor,Todo),

5.2.1.8. Dimensión Tamaño

Esta dimensión clasifica las empresas según sean pequeñas, medianas o grandes

empresas. Se ha considerado como una dimensión diferente a Compañı́a dado que
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algunas de las empresas consideradas han cambiado de consideración durante los

tres años de estudio. La estructura de esta dimensión traducida a nuestro modelo

multidimensional serı́a:

Tamaño=({Tamaño, Todo},≤Tamaño,Tamaño,Todo),

5.2.1.9. Dimensión Auditorı́a

Otra de las variables para estudiar la quiebra de las empresas es si han realiza-

do o no auditorı́a y, el caso de haberla aplicado, el resultado de la misma.

El nivel base de esta dimensión estarı́a formada por el nivel Opinión formado

por los valores Favorable, Denegada, Salvedades y No realizada, en el caso de

que no se haya realizado. Sobre este nivel, se define Auditada con valores Sı́ y No

para agrupar los valores según provengan de haber realizado la auditorı́a (los tres

primeros valores) o no (valor No realizada). La estructura de la dimensión serı́a:

Auditorı́a=({Opinión, Auditada, Todo},≤Auditorı́a,Opinión,Todo),

5.2.1.10. Medidas

Las medidas consideradas para definir los hechos han sido la rentabilidad

económica, fondo de maniobra, coste de endeudamiento y el número de empresas

que comporten el valor de todos las dimensiones que los definen.

Como puede verse, hemos utilizado las variables financieras tanto para definir

hechos como dimensiones. Esto se debe a que queremos poder realizar análisis so-

bre las relaciones entre ellas (p.e. rentabilidad económica media según la categorı́a

de fondo de maniobra que presenten, etc.).

A todos los hechos se le ha asignado un valor α=1 dado que todos provienen

de la misma fuente, que es de confianza.
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5.2.1.11. DataCubo

Vistas las dimensiones y las medidas, podemos presentar la estructura del

DataCubo definido. Eta serı́a:

CContable = ({Tiempo, Fallo, Compañı́a, Rentabilidad económica, Fondo de

maniobra, Coste endeudamiento, Antigüedad, Tamaño, Auditorı́a},

{Rentabilidad económica, Coste de endeudamiento, Fondo de maniobra,

Número}
⋃

∅,Ω,A),

donde A es la relación que asocia a cada hecho las coordenadas que lo caracterizan

en el espacio que definen las dimensiones. A continuación presentaremos algunas

consultas de ejemplo sobre esta estructura.

5.2.2. Consultas

En la Figura 5.13 puede verse un ejemplo de consulta sobre el datacubo con-

struido. En esta gráfica se muestra el resultado de consultar el número de empre-

sas según el sector al que pertenecen (se ha restringido a comercial, industrial y

servicios) y el valor de fondo de maniobra que presenten (según las categorı́as

comentadas).

Como puede verse, las categorı́as medio y bajo presentan una imprecisión

mayor en el resultado. Este hechos se debe a que existe un número alto de em-

presas con valores de fondo de maniobra entre las dos categorı́as (tiene un valor

algo menor que el valor medio). Si los valores se distribuyeran cerca de los dos

bordes el resultado serı́a análogo, salvo que las dos categorı́as contiguas presen-

tarı́an una imprecisión alta. En el caso de utilizar categorı́a precisas este hecho

no se pondrı́a de manifiesto. Se podrı́an dar dos posibles salidas: una de las cate-

gorı́as presentarı́a valores más alto que la otra (significarı́a que la mayorı́a caerı́an

en esta categorı́a) o que ambas tengan valores similares (se distribuyen entre las

dos categorı́as).
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Figura 5.13: Número de empresas según fondo de maniobra y sector

Figura 5.14: Número de empresas fallidas según fondo de maniobra y sector
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Figura 5.15: Número de empresas no fallidas según fondo de maniobra y sector

Refinemos el análisis viendo de forma independiente el fondo de maniobra

para las empresas según hayan quebrado (Figura 5.14) o no (Figura 5.15). Con-

siderando únicamente las empresas que presentan valores intermedios en el fondo

de maniobra, es decir, valores bajos, medios o altos, se observa que: entre las que

se encuentran en una situación de quiebra es menor el número de empresas cuanto

mayor es el valor del indicador; entre las que tienen una buena situación financiera

es mayor el número de empresas cuanto mejor es el indicador. Esta situación es

lógica si se tiene en cuenta que, en principio, el valor del fondo de maniobra es

indicativo del nivel de equilibrio financiero de la empresa.

5.3. DataCubo sobre datos del censo

El último datacubo difuso lo hemos construido utilizando los datos de un cen-

so obtenidos del repositorio de datos para procesos de extracción de conocimien-
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to de la Universidad de California6. Está pensada para predecir los ingresos de

una persona partiendo del resto de los datos (p.e. edad, estudios, sexo, raza, etc.).

Nosotros la utilizaremos para construir un datacubo añadiendo agrupaciones sobre

algunos valores. En el caso de los ingresos, existen dos únicos valores: superior

a 50.000 $ o inferiores a esta cantidad. Hubiera sido interesante contar con los

valores y establecer categorı́as sobre los valores concretos.

5.3.1. Estructura del DataCubo

En la Figura 5.9 se recoge la estructura del datacubo construido. Para realizar-

lo, hemos definido 9 dimensiones. No hemos considerado los ingresos, dado que

sólo contenı́an dos valores y nuestro objetivo no es predecir cuándo se dará cada

valor.

En todos los casos se ha utilizado el mı́nimo y el máximo como t-norma y

t-conorma para calcular las relaciones de parentesco extendido. Veamos detal-

ladamente cada una de las dimensiones.

5.3.1.1. Dimensión Persona

En esta dimensión se modelan los principales datos de cada una de las per-

sonas censadas en cuanto a su edad, sexo y raza. El nivel base de la misma será ca-

da combinación de estas tres variables. Sobre este, definimos tres niveles para

agrupar los valores base según estas tres caracterı́sticas:

Edad: tendremos la edad de cada persona. Los posibles valores pueden

pertenecer al intervalo [17,90], que son los considerados adultos dentro del

rango de valores del censo. Estos los agruparemos como hemos hecho con

el datacubo sobre datos médicos considerando jóvenes, adultos y mayores

6URL: http://kdd.ics.uci.edu/



236 Ejemplo de Esquemas Multidimensionales Difusos

Figura 5.16: DataCubo sobre los datos del censo



5.3 DataCubo sobre datos del censo 237

Figura 5.17: Etiquetas sobre las edades

según la misma agrupación, aunque restringido al intervalo definido (Figura

5.17).

Sexo: sólo tendremos dos valores (mujer y hombre).

Raza: las razas consideradas se han agrupado según se consideren minorı́a o

no. Esta agrupación se ha definido de forma difusa. La raza negra supone un

10 % de la población según el censo. Otras razas (asiática e india) presentan

porcentajes que no superan el 3 %. Por esto, considerarlas a todas al mismo

nivel no parece lógico. La asignación que hemos hecho de la razas a minorı́a

viene recogida en la tabla 5.5.

La estructura de la dimensión serı́a

Persona =({Base, Edad, Grupo, Sexo, Raza, Minorı́a,

Todo},≤Persona,Base,Todo),

donde ≤Persona define las relación jerárquica entre los niveles.
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Raza µMinorı́a

Amer-Indian-Eskimo 1

Asian-Pac-Islander 0,7

Black 0,5

Other 1

White 0

Cuadro 5.5: Pertenencia de las razas a valor Sı́ en el nivel Minorı́a

Nivel Estudios

Básicos 1/Preschool, 1/1st-4th, 1/5th-6th, 1/7th-8th, 0’8/9th

Medios 0’2/9th, 1/10th, 1/11th, 1/12th, 1/HS-grad,

0’2/Assoc-voc, 0’2/Some-college

Altos 0’8/Some-college, 0’8/Assoc-voc, 1/Bachelors,

1/Assoc-acdm, 0’2/Prof-school

Avanzados 0’8/Prof-school, 1/Doctorate, 1/Master

Cuadro 5.6: Agrupación de los estudios según su nivel

5.3.1.2. Dimensión Estudios

Otro de las variables que consideramos es los máximos estudios que han cur-

sado. Estos estudios (según el sistema estadounidense) los hemos agrupado según

un nivel: básicos, medios, altos y avanzados. Este concepto de nivel lo solemos

entender no forma precisa sino que lo solemos manejar con bordes imprecisos.

Por eso, la relación con los estudios lo modelaremos mediante una relación difusa

como la recogemos en la tabla 5.6.

Estos niveles los hemos agrupado a su vez en dos categorı́as: básicos/medios

y altos/avanzados. Con esto, la estructura resultantes es

Estudios =({Estudios, Nivel, Nivel agrupado, Todo},≤Estudios,Estudios,Todo),
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5.3.1.3. Dimensión Estado civil

Esta dimensión considera el estado civil de las personas. El nivel base lo que

establece es su estado actual dentro de las categorı́as: divorciado (Divorced), casa-

do (con dos categorı́as: Married-AF-spouse y Married-civ-spouse), casado con el

cónyuge ausente (Married-spouse-absent), nunca casado (Never-married), sepa-

rado (Separated) y viudo (Widowed).

Sobre este nivel se han establecido tres para agrupar el estado civil según ha

evolucionado. A saber:

Casado en el pasado: agrupa bajo la etiqueta Sı́ a los estado que implican

que actualmente no está casado pero lo estuvo en el pasado.

Casado alguna vez: en este caso se trata de agrupar a los que han estado o

están casados y a los que nunca lo han estado.

Actualmente casado: la etiqueta Sı́ agrupa a los que están actualmente casa-

dos.

La estructura de la dimensión será

Estado Civil =({Estado Civil, Casado en el pasado, Casado alguna vez,

Actualmente casado, Todo},≤EC ,Estado Civil,Todo),

5.3.1.4. Dimensión Tipo de trabajo

Otra de las variables que contextualizan los hechos es el tipo de trabajo que

realicen las personas censadas. Se consideran los tipos funcionario del gobier-

no central (Federal-gov), funcionario del gobierno local (Local-gov), funcionario

del gobierno estatal (State-gov), privado (Private), autónomo (con valores Self-

emp-inc y Self-emp-not-inc), no remunerado (Without-pay) y nunca ha trabajado

(Never-worked).
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Estos valores se han agrupado según son trabajos remunerados (nivel Remu-

nerado) y si es funcionario o no (nivel Público). La dimensión queda

Tipo de trabajo =({Trabajo, Público, Remunerado, Todo}, ≤TT , Trabajo, Todo),

5.3.1.5. Dimensión Paı́s

El paı́s de procedencia también es considerado dentro del datacubo. Exis-

ten 42 posibles nacionalidades, que hemos agrupado según el continente al que

pertenecen los paı́ses correspondientes.

Estructura:

Paı́s =({Paı́s, Continente, Todo}, ≤Paı́s, Paı́s, Todo),

5.3.1.6. Dimensión Relación

Otra variable considerada es la relación existente. Se considera como val-

ores marido (Husband), esposa (Wife), no casado (Unmarried), hijo propio (Own-

child), otra relación (Other-relative) y no en familia (Not-in-family). Estos valores

se han agrupado según lo directa que sea la relación. Para ello los hemos divido

en si lo son (etiqueta Sı́) o no (etiqueta No). Como no en todos los casos es clara

la asignación, o al menos no todos los valores cumplen la condición en el mismo

grado, y ni siquiera mediante una relación difusa es fácil de hacer. Por ello, hemos

utilizado las etiquetas mostradas en la Figura 5.18 para construir la relación (Tabla

5.7).

Para calcular la relación de parentesco extendida utilizaremos el operador

AOM
β con β = 1,0 para la t-norma, β = 0 para la t-conorma, y el orden prop-

uesto en [DVV98] en ambos casos. La estructura de la dimensión serı́a

Relación =({Relación, Relación directa, Todo}, ≤Relación, Relación, Todo),
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Figura 5.18: Etiquetas lingüı́sticas para el grado de la relación

Nivel µ̃Relación directa

Husband Muy alta

Wife Muy alta

Unmarried Muy bajo

Own-child Medio

Other-relative Bajo

Not-in-family Muy bajo

Cuadro 5.7: Relación directa
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Figura 5.19: Etiquetas y grados de pertenencia para el nivel Rango en las dimen-

siones Capital ganado y Capital perdido

5.3.1.7. Dimensión Capital ganado

Otro variable de la base de datos representa el capital ganado. Esta variable

es continua y presenta valores en el intervalo [0, 99999], y cuyo valor medio

está entorno a 1079. Con esto datos, hemos agrupado los valores siguiendo una

filosofı́a similar la la utilizada con los datos contables, pero utilizando en este caso

las relaciones mostradas en la Figura 5.19). Para definirlas, hemos dividido los

intervalos [mı́nimo, media] y [media, máximo] en seis sub-intervalos, de tamaño

w1 y w2 respectivamente.

La estructura resultante para la dimensión será

Capital ganado =({Capital ganado, Rango, Todo}, ≤CG, Capital ganado, Todo),

5.3.1.8. Dimensión Capital perdido

En este caso da el valor del capital perdido. Los valores se mueven en el in-

tervalo [0, 4356], con media 87,5. En esta dimensión hemos realizado una agru-



5.3 DataCubo sobre datos del censo 243

Figura 5.20: Etiquetas y grados de pertenencia para el nivel Rango en la dimensión

Horas de trabajo

pación idéntica a la dimensión Capital ganado. Con esto, la estructura resultante

serı́a

Capital perdido =({Capital perdido, Rango, Todo}, ≤CP , Capital perdido,

Todo),

5.3.1.9. Dimensión Horas de trabajo

Esta dimensión se define sobre el número de horas semanales de trabajo. Los

valores de esta variable están en el rango [0,99], con moda 40. Las hemos agrupa-

do según se considere un número muy bajo, bajo, medio alto o muy alto de horas

trabajadas según se muestra en la Figura 5.20.

Considerando este nivel, la estructura de la dimensión es

Horas de trabajo =({Horas, Rango, Todo}, ≤HT , Horas, Todo),

5.3.1.10. Medidas

Las medidas que se consideran en el DataCubo son dos. Por un lado tenemos

el número de registros en el conjunto de datos inicial que comparten los valores de
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los niveles básicos de las dimensiones definidas. Este hecho lo hemos denominado

Número. En las base de datos original también existe una variable que establece

el peso (variable Weight) de cada registro. Esta variable nos da para cada registro

el número de personas a las que corresponderı́a esa combinación de valores. Este

valor también lo consideraremos. Para ello tendremos un hecho llamado Peso que

tendrá la representatividad de la combinación de valores de los niveles base.

5.3.1.11. DataCubo

La estructura completa del DataCubo será

CCenso = ({Persona, Estudios, Estado civil, Tipo de trabajo, Paı́s, Relación,

Capital ganado, Capital perdido, Horas de trabajo}, {Peso, Número}⋃ ∅,Ω,A),

donde A es la relación que asocia a cada hecho las coordenadas que lo caracterizan

en el espacio que definen las dimensiones. A continuación presentaremos algunas

consultas de ejemplo sobre esta estructura.

5.3.2. Consultas

Como ejemplo de consultas vamos a estudiar si influye o no ser funcionario

para las horas que se trabaja. Para ello vamos a consultar el número de personas

que hay en cada rango de horas de trabajo según si el trabajo es público o no. El

resultado se muestra en la Figura 5.21.

A la vista del gráfico, lo primero que se observa es que existen más personas

que tienen un trabajo privado que como funcionario, cosa que es normal. Por otra

parte lo que se ve es que la mayorı́a de tratarse de un trabajador de sector privado

existe una mayor relación entre los que trabajan más horas de la media que en el

caso del sector público.
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Figura 5.21: Número de personas que hay en cada rango de horas de trabajo según

si el trabajo es en el sector publico o no
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Figura 5.22: Número de personas que hay en cada rango de capital ganado según

se consideren minorı́a o no

La otra pregunta que queremos responder es si ser minorı́a o no influye para

el capital que se ha ganado. El resultado de la consulta se puede ver en la Figura

5.22.



Capı́tulo 6

Conclusiones y trabajos futuros

Una conclusión es el punto en el que se cansó de pensar

MÁXIMA DE MATZ

Ley de Murphy

En esta memoria hemos abordado el problema de tratar la imprecisión e in-

certidumbre en el modelo multidimensional de cara al usuario y a procesos de

extracción de conocimientos. Resultado del mismo ha sido la formalización de un

modelo multidimensional difuso con dos objetivos principales: permitir modelar

información definida de forma imperfecta y ocultar la complejidad subyacente de

cara al usuario final del sistema. Sobre este modelo también nos habı́amos prop-

uesto desarrollar una técnica de extracción de conocimiento basada en reglas de

asociación. En este capı́tulo vamos a resumir los principales resultados obtenidos,

ası́ como los nuevos retos que han surgido.

Se ha desarrollado un modelo multidimensional para manejar la imprecisión

y la incertidumbre por medio de la lógica difusa. El modelo propuesto puede
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trabajar con imprecisión e incertidumbre en diferentes aspectos:

• En los hechos se permite la representación y manejo de la imprecisión

e incertidumbre, permitiendo trabajar con valores difusos simples o

conjuntos difusos. De esta manera se puede integrar hechos prove-

nientes de diversas fuentes, estableciendo la incertidumbre de la fuente

o la imprecisión de los datos reflejados.

• En las dimensiones se permite la definición de múltiples jerarquı́as en

las que la relaciones entre elementos se definen de forma imprecisa.

La utilización de varios jerarquı́as en cada dimensión permite enrique-

cer los análisis permitiendo múltiples criterios de clasificación de los

valores. Si añadimos la posibilidad de definir relaciones jerárquicas

de forma imprecisa, da la posibilidad de incluir información defini-

da de forma vaga o que presenten imprecisión. En algunos dominios

complejos existen conceptos no claramente definidos que no pueden

modelarse con relaciones clásicas. En estos casos las relaciones di-

fusas nos permite modelarlas de forma adecuada.

Estas relaciones también permiten modelar algunos conceptos de for-

ma más cercana a como las entienden los usuarios finales (p.e. cual-

idad de ser joven, o ser mes cálido). De esta forma, los resultados a

las consultas también vendrán caracterizadas por conceptos más en-

tendibles para el usuario a interpretar los resultados.

El modelo calcula las relaciones entre elementos de niveles no ady-

acentes de forma automática por lo que se facilita el diseño de los

datacubos al no tener que establecer un valor para la relación de cada

valor con el resto del dominio de la dimensión.

• El modelo facilita la integración de información proporcionada por

expertos tanto en la incorporación de elementos no bien definidos co-
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mo en las relaciones entre los mimos. En el primer caso, el modelo

permite incluir conceptos definidos mediante conjuntos difusos.

En cuanto a las relaciones, el modelo permite la definición de las

relaciones entre los elementos mediante la utilización de etiquetas

lingüı́sticas (p.e. la relación entre 25 años y Joven es alta, el mes de

Mayo es cálido con grado medio). Para ello se ha propuesto el opera-

dor AOM
β para calcular las relaciones entre niveles no adyacentes. Este

operador es una extensión del operador OWA propuesto por Yager

( [Yag88]) para trabajar sobre números difusos. Este operador se ha

definido de forma que su comportamiento como función lógica se con-

trole mediante un único valor (β) según el cual se calculan los pesos

necesarios (independientemente de la ariedad del operador requerido).

• Para que el modelo resulte operativo, hemos definido las operaciones

habituales de los modelos multidimensionales para tratar con la im-

precisión tanto en las jerarquı́as como lo hechos: roll-up, drill-down,

dice, slice y pivot. Estas operaciones se han definido tanto para el ca-

so de utilizar relaciones jerárquicas difusas y lingüı́sticas. Las opera-

ciones propuestas son cerradas de forma que el resultado de aplicar

cualquiera de ellas es un datacubo válido para aplicar nuevas opera-

ciones. De esta manera se permite al usuario refinar los análisis sin

tener que partir desde el datacubo original. La operación de reducción

del nivel de detalle (roll-up) se ha definido de forma que no se pier-

da información en su aplicación, es decir, se pueda deshacer aplican-

do drill-down. Las propiedades de asociatividad de estas operaciones

también se han estudiado. Para poder realizar el cambio de nivel de de-

talle, hemos adaptado la propuesta de Runsdensteiner y Bic ( [RB89])

de operadores de agregación para poder ser utilizados en nuestro mo-

delo. De esta forma, la propuesta es completamente funcional.
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• La mayor parte de la complejidad resultante del uso de la lógica di-

fusa se ha ocultado de cara al usuario. Se ha definido un modelo en

dos capas de forma que las vistas de usuario den un resultado más

intuitivo para el usuario. En este sentido, hemos adaptado una técnica

de resumen difuso (resumen lingüı́stico) para mostrar al usuario ex-

presiones lingüı́sticas en lugar de conjuntos difusos, más complicados

de interpretar. Además, hemos definido dos método de representación

gráfica de números difusos para construir gráficas y mostrar los resul-

tados de las consultas.

De los modelos previamente existentes, el más desarrollado de cara a el

manejo de la imprecisión es el modelo propuesto por Laurent ( [Lau02,

Lau03b]). Respecto a este mejora el modelado de las dimensiones (unifi-

cando todas las relaciones en una única relación jerárquica y permitiendo

calcular la relación entre valores de niveles no adyacentes sin tener que

proporcionar un valor para cada par al modelar), dando facilidades para in-

corporar la información proporcionada por expertos (utilizando etiquetas

lingüı́sticas para las relaciones jerárquicas) y, principalmente, al ocultar la

complejidad añadida mediante la utilización de vistas de usuario.

Sobre este modelo hemos desarrollado una técnica de extracción de conocimien-

to basada en reglas de asociación (COGARE):

• Trabaja sobre la estructura multidimensional difusa propuesta, de for-

ma que puede utilizar conceptos difusos para la construcción de reglas.

Ası́ pues, es posible obtener reglas que incluyan información dada por

expertos mediante conceptos y/o relaciones mal definidas.

• La técnica extrae relaciones entre elementos que pueden estar definidos

a diferentes niveles en sus dimensiones. Utiliza un técnica bottom-up
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para intentar extraer la máxima información posible sin redundancias

de forma eficiente. Si a un nivel dado no encuentra relaciones signi-

ficativas entre los elementos, generaliza los valores para buscarla a

niveles jerárquicos más altos.

• Se ha desarrollado pensando en reducir la complejidad del conjunto

de reglas resultante de cara al usuario. Para ello, se han identificado

dos factores que influyen en la complejidad resultante (el número de

reglas y la abstracción de los elementos que definen las reglas) y medi-

das para controlarlas. Para reducirla, el algoritmo utiliza las jerarquı́as

definidas en las dimensiones para aumentar la abstracción de los ele-

mentos y reducir el número de reglas, permitiendo sacrificar calidad

para conseguirlo. La técnica se ha probado utilizando datos reales. En

los experimentos se ha obtenido un reducción del número de reglas en-

torno al 43 % y de la complejidad alrededor del 39 %. Si no se permite

la pérdida de calidad, en la mayorı́a casos incluso se ha conseguido

mejorarla.

El único mecanismo anterior de extracción de reglas sobre un modelo mul-

tidimensional difuso era el propuesto por Kaya y Alhajj ( [AK03, KA05]).

Respecto a este, el mecanismo propuesto lo mejora en primer lugar debido a

que trabaja sobre un modelo más potente a la hora de representar dominios

complejos y/o con imprecisión. Además, nuestro método está orientado a

la reducción de la complejidad del resultado, obteniendo un conjunto de re-

glas más inteligible de cara a el usuario. Ambos trabajan a múltiples niveles

utilizando diferentes soportes para cada uno. El modelo de Kaya y Alhajj

precisa que el usuario proporcione un umbral de soporte para cada nivel.

Nuestro modelo propone un mecanismo de cálculo de los umbrales, de for-

ma que el usuario sólo ha de proporcionar un único valor.
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Como se ha comentado, el trabajo realizado ha abordado los objetivos perseguimos,

dando respuesta a cada uno de ellos. Durante el desarrollo del mismo han apareci-

do nuevos retos y lı́neas de investigación para continuar con el trabajo realizado:

Referente al modelo multidimensional existen dos grandes vertientes a seguir:

• El modelo puede ayudar a la integración de información provenientes

de múltiples fuentes. Sin embargo, esta tarea no es trivial. En este pun-

to habrı́a que profundizar para estudiar metodologı́as de integración de

esquemas con incompatibilidades para obtener datacubos difusos.

• En muchos dominios existen datos en forma de documentos: textos

(p.e. historiales médicos), imágenes (p.e. radiografı́as), etc. Serı́a in-

teresante poder considerar estos tipos de datos en las dimensiones para

enriquecer los esquemas multidimensionales resultantes. En estos ca-

sos, habrı́a que estudiar la modelización de estos datos, las relaciones

con otros elementos dentro de las jerarquı́as y dar mecanismos para la

realización de consultas en las que se establezcan condiciones sobre

los mismos.

Respecto a la técnica COGARE de extracción de reglas de asociación sobre

la estructura:

• De los experimentos se observa que el tiempo requerido para la gen-

eralización es elevado. Pensamos que se podrı́a mejorar utilizando

heurı́sticas distintas para la selección del elemento candidato para la

generalización en cada paso o esquemas de generalización alterna-

tivos.

• La técnica extrae relaciones entre elementos situados en diferentes

dimensiones (relaciones inter-dimensionales). Una posible extensión
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serı́a que considerara también elementos pertenecientes a la misma

dimensión (relaciones intra-dimensionales).

• Serı́a interesante desarrollar otras técnicas de extracción de conocimien-

to sobre el modelo difuso para que el usuario pudiera tener diferentes

visiones da la información implı́cita.

• En cualquier caso, las técnicas deberán adaptarse para trabajar con

datos de otros tipos si el modelo multidimensional es extiendo para

trabajar con ellos.
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Apéndice A

F-Cube Factory

Es más fácil luchar por unos principios que vivir de acuerdo con ellos

LEY ADLER

Ley de Murphy

A.1. Introducción

Este apéndice está dedicado a presentar el sistema F-Cube Factory el cual

implementa el modelo multidimensional propuesto ası́ como el método de extrac-

ción de reglas COGARE. Este sistema se ha construido extendiendo la funcional-

idad de un sistema OLAP para DataCubos difusos ( [DÁMF02]). En la siguiente

sección presentaremos la arquitectura del sistema ası́ como sus principales carac-

terı́sticas. Posteriormente veremos cómo trabajar con el sistema.
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Figura A.1: Arquitectura del sistema

A.2. Arquitectura

El sistema F-Cube Factory se ha desarrollado siguiendo una arquitectura cliente/servidor

(Figura A.1). Para su desarrollo se ha utilizado el lenguaje de programación Java

debido a sus caracterı́sticas:

Es un lenguaje que produce aplicaciones independientes de la máquina y

sistema operativo sobre el que se va a ejecutar. Actualmente existen imple-

mentaciones para los principales sistemas operativos sobre múltiples platafor-

mas.

Está muy integrado con el trabajo en redes de forma que tiene mecanismos

para el desarrollo de aplicaciones cliente/servidor definidos en el estándar

del lenguaje (p.e. RMI).

Existe una interfaz de comunicación estándar con los sistemas de bases de

datos (JDBC).

Tanto las herramientas de desarrollo como las necesarias para su posterior

implementación se pueden obtener de forma totalmente gratuita.
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Figura A.2: Arquitectura del servidor

En las siguientes secciones comentaremos brevemente las principales carac-

terı́sticas del servidor y del cliente.

A.2.1. Servidor

La arquitectura del servidor se refleja en la Figura A.2. A continuación pre-

sentaremos brevemente los principales módulos del servidor.

A.2.1.1. DataCubos

Una de los principales módulos del servidor es el encargado de los DataCubos.

Actualmente el sistema soporta tres tipos distintos de DataCubos:
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DataCubos almacenados: estos DataCubos se definen utilizando datos al-

macenados en un sistema gestor de bases de datos (SGBD) con modelo

de datos relacional. El esquema multidimensional obtenido se almacena a

su vez en el mismo sistema. Como puede verse se trata de una estructura

ROLAP para trabajar con DataCubos. La comunicación con los SGBD se

realiza mediante JDBC, utilizando SQL estándar. El sistema deberı́a poder

trabajar con cualquier sistema relacional que cumpla dicho estándar y cuyo

controlador JDBC satisfazca la especificación 2.0 del mismo. Actualmente

se ha probado satisfactoriamente con Oracle 9i y 10g, ası́ como PostgreSQL

7.4.

DataCubos resultados: cualquier consulta realizada sobre los DataCubos

anteriores dará como resultado un DataCubo que es gestionado mediante

una estructura multidimensional pura (MOLAP). Estos DataCubos se han

implementado completamente en Java, utilizándose la posibilidad de salvar

objetos a disco para asegurar su persistencia.

Conceptualmente estos DataCubos y los anteriores utilizan el mismo mo-

delo multidimensional preciso, diferenciándose sólo la implementación del

mismo.

DataCubos difusos: utilizando un enfoque MOLAP se ha implementado el

modelo multidimensional difuso propuesto, con la posibilidad de utilizar

etiquetas lingüı́sticas en las relaciones de parentesco. Este tipo de DataCu-

bos se construyen partiendo de un DataCubo preciso existente, sobre el cual

posteriormente se definirán las estructuras difusas.

Para mejorar la eficiencia en las consultas sobre estos DataCubos, al crear-

los se precalculan las relaciones de parentesco extendido entre los elemen-

tos de un nivel y cada uno de los valores del nivel base. De esta manera, sólo

se calcula una vez y en las consultas se mejora sensiblemente la eficiencia.
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...

FUNCTION=Operator A (0.9)

TYPE=AND

CLASS=es.ugr.decsai.CubeFactory.dimension.aggregation.OperatorATypeAND

PARAM=BETA

VALUE=0.9

...

Cuadro A.1: Ejemplo de definición de una función de agregación para las rela-

ciones de parentesco extendido en la configuración del servidor

Este módulo se ha desarrollado dando la posibilidad de añadir nuevas fun-

ciones para el cálculo de la relaciones de parentesco extendidas, tanto di-

fusas como lingüı́sticas y vistas de usuario. Para ello, en el caso de las rela-

ciones jerárquicas, se han definido dos interfaces (AggregationANDType y

AggregationORType para MAM y MOM respectivamente) de tal forma que

cualquier clase que las implemente podrá utilizarse con sólo definirla en

la configuración del sistema (Tabla A.1), permitiendo establecer parámet-

ros para su funcionamiento. Actualmente se han implementado algunas t-

normas y t-conormas al igual que el operador AOM
β desarrollado (Sección

2.1.6.3).

En el caso de las vistas de usuario, la interfaz es UserViewMethod, permi-

tiendo añadir nuevos métodos de la misma forma que en el caso de las rela-

ciones jerárquicas. En la implementación actual se han incluido la media

ponderada y el resumen lingüı́stico como ejemplos.

Relacionado con este módulo están los que se encargan de la gestión de los

DataCubos (Gestión de DataCubos y Actualizaciones) y conexión con la base de

datos (Conexión BD). El primero de ellos se encarga del almacenamiento de los

datos. De esta forma, cuando se requiere un DataCubo, se localiza en disco y se
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carga en memoria (salvando otros a disco si no hay suficiente memoria).

El que se encarga de las actualizaciones implementa una polı́tica off-line, de

tal forma que el usuario define una fecha y hora para la actualización y un periodo

para volver a actualizar. Esta funcionalidad sólo está disponible para los DataCu-

bos almacenados.

La conexión con la base de datos se abstrae mediante la utilización de un

módulo (Conexión BD) que, mediante JDBC, se conecta con el sistema gestor de

bases de datos relacional.

A.2.1.2. Funciones de agregación

En este módulo se gestionan las funciones de agregación necesarias para el

cambio de nivel de detalle en los DataCubos.

El servidor está desarrollado pensando en facilitar la definición de nuevas fun-

ciones de agregación de forma simple. Para ello sólo es necesario implementar un

interfaz Java llamada OLAPAggregate. De esta forma se han definido las funciones

de agregación que acompañan al servidor. Para los modelos precisos (los DataCu-

bos almacenados y resultado) se han implementado las habituales: suma, media,

conteo, máximo y mı́nimo. Cabe destacar que en el caso de los DataCubos alma-

cenados no se se utilizan las funciones aportadas por el SGBD sino que los datos

se traen al sistema y es este el encargado de agregarlos. De esta manera, se puede

utilizar cualquier funcionón definida en el servidor y que no exista en el SGBD.

En el caso difuso se han implementado las adaptaciones de las mismas fun-

ciones utilizando el enfoque de Rundensteiner y Bic que presentamos en la Sec-

ción 2.1.6.4.
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� Métodos de OLAPMining

�

� Estructura para cada método:

�

� METHOD=<Nombre del método>

� CLASS=<Nombre de la clase>

� PARAMNAME=<Nombre parámetro 1>

� PARAMVALUE=<Valor del parámetro 1>

� ...

� PARAMNAME=<Nombre parámetro n>

� PARAMVALUE=<Valor del parámetro n>

[OLAPMINING]

METHOD=COGARE

CLASS=es.ugr.decsai.CubeFactory.DataMining.COGARE

[OLAPMINING]

Cuadro A.2: Definición de métodos de minerı́a de datos

A.2.1.3. OLAM

El módulo OLAM se encarga de implementar la funcionalidad de métodos de

minerı́a de datos sobre los DataCubos. Actualmente se ha implementado el méto-

do COGARE presentado en esta memoria. Para ello, también se han implementa-

do las clases necesarias para manejar reglas de asociación, conjuntos de elemen-

tos (ItemSets) y la diferentes funciones necesarias (funciones de calidad de reglas,

complejidad de conjuntos de reglas y funciones de abstracción). Añadir nuevas

funciones de este tipo es tan simple como en los casos anteriores (extendiendo la

interfaces QualityFunction, ComplexityFunction y Function respectivamente).

Añadir nuevos métodos de extracción de conocimiento es igual de simple (in-

terfaz DataMiningProcess). Posteriormente hay que añadir la definición a la con-

figuración del servidor (Tabla A.2).
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Figura A.3: Esquema del cálculo distribuido y paralelo

Dado que el proceso de cálculo de conjuntos de elementos frecuentes es bas-

tante costoso en tiempo, se ha implementado el cálculo del soporte de los conjun-

tos de forma paralela y distribuida:

Paralela: utilizando la posibilidad que brinda Java de utilizar hebras, se

permite la utilización de múltiples procesos locales para el cálculo de los

soportes. Para ello, se utiliza un esquema productor/consumidor.

Distribuido: este esquema productor/consumidor local se ha extendido para

que permita también la ejecución de procesos en equipos remotos. Para ello,

se ha definido un servidor de cálculo distribuido utilizando RMI que es

el que establece la comunicación entre los procesos y el servidor OLAP

(Figura A.3). El cálculo paralelo también se ha integrado de manera que

pueden coexitir ambos enfoques.

En futuros desarrollos se pretende extender este esquema de cálculo parale-

lo/distribuido a otros procesos de minerı́a de datos.



A.3 Cliente 263

a) Pantalla principal b) Ejemplo de gráfica con valores difusos

Figura A.4: Pantallas del cliente WEB

A.3. Cliente

El cliente del sistema ha sido implementado para que sea ligero, es decir, no

necesite grandes recursos para ejecutarse. Por esto, la opción que hemos adoptado

es la de implementarlo en dos partes:

El cliente se implementa como una aplicación web. Dado que la comuni-

cación con el servidor se hace mediante RMI, hemos optado por implemen-

tarlo utilizando Servlet (Figura A.1).

De esta forma, la interfaz de cara al usuario será mediante un navegador sin

ningún otro requisito. El aspecto del cliente de cara al usuario se muestra

en la Figura A.4.

Ası́ pues, casi la totalidad de la funcionalidad del cliente está situada en el

lado del servidor de páginas web que implante la aplicación. Este componente es

el que implementa las gráficas de representación de números difusos que hemos

presentado (Sección 3.6).

En la siguiente sección recogemos un pequeño manual de usuario sobre su

utilización.
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A.4. Manual de usuario

En esta sección vamos a presentar brevemente cómo realizar algunas de las

tareas más habituales con el cliente. Comenzaremos presentando la creación y

edición de DataCubos y la realización de consultas. Posteriormente veremos la

aplicación de técnicas de minerı́a de datos sobre los mismos.

A.4.1. Creación y edición de DataCubos

Comenzaremos viendo la creación de un DataCubo base y posteriormente

cómo se puede ir refinando la estructura.

A.4.1.1. Creación de un DataCubo

Para la crear un DataCubo partimos de los datos almacenados en la base de

datos relacional configurada. Comenzaremos seleccionando la opción correspon-

diente en la pantalla principal (Figura A.5.a).

El primer paso consisten en establecer el nombre del DataCubo y seleccionar

la tabla o vista de la base de datos sobre la que se va a construir (Figura A.5.b).

De las columnas definidas en la tabla o vista, el siguiente paso es seleccionar

las que contienen los hechos para el nuevo DataCubo (Figura A.5.c). El último

paso será seleccionar las dimensiones que caracterizarán a los hechos. Para cada

una establecemos el nombre que tendrá, el nivel base que definirá el máximo nivel

de detalle y la columna de la base de datos de la cual se poblará de datos (Figura

A.5.d).

Si no hay ningún error (Figura A.5.e) nos mostrará un mensaje indicando que

la estructura del DataCubo se ha creado con éxito (Figura A.5.f). Tras este paso,

todas las estructuras en la base de datos estarán listas para cargar el DataCubo de

datos. Sin embargo, la estructura resultante es muy simple, veremos como añadir

más niveles.
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a) Opción para crear un DataCubo b) Nombre del DataCubo y tabla origen

c) Selección de los hechos d) Selección de dimensiones y niveles base

e) DataCubo creado con éxito f) Datos del DataCubo

Figura A.5: Pantallas para la creación de un DataCubo
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a) DataCubo almacenado b) DataCubo difuso

Figura A.6: Pantallas de edición de una dimensión

A.4.1.2. Creación de un DataCubo difuso

Para la creación de un DataCubo difuso partiremos de uno preciso ya definido.

De esta forma obtendremos una estructura base que posteriormente iremos refi-

nando incluyendo las relaciones difusas y/o lingüı́sticas que se deseen.

A.4.1.3. Edición de dimensiones y niveles

Dependiendo de si se trata de un DataCubo almacenado, resultado o difuso

tendremos opciones distintas (Figura A.6). En el caso almacenado se tendrá la

opción adicional de definir un nuevo nivel utilizando para ello una columna de la

tabla origen del DataCubo. En el difuso la diferencia radica en que aparecerá la

posibilidad de definir qué funciones tipo MAM y MOM se utilizan para calcular

las relaciones de parentesco extendida.

El resto de las opciones son comunes y sirven para eliminar un nivel (y toda la

jerarquı́a que cuelga de éste), la creación de un nuevo nivel sin origen en la base

de datos o la edición del cualquiera de los definidos. Todos los niveles se pueden

eliminar salvo el base.
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a) Pantalla de edición de niveles b) Añadir un nuevo valor agrupado en el caso

difuso

Figura A.7: Pantallas de edición de niveles

A.4.1.4. Edición de niveles

Al editar un nivel tendremos la posibilidad de crear nuevos valores, elimi-

nar alguno de los existentes o modificar las relaciones con respecto al nivel hijo

(Figura A.7).

A la hora de añadir valores agrupados en el caso DataCubo difuso se puede

utilizar tanto relaciones difusas como lingüı́sticas. En el primer caso se solicita

al usuario un valor en el intervalo [0,1] para representar la relación de parentesco

(Figura A.7.b). En el caso lingüı́stico se pide que se introduzcan los valores que

definen el número difuso subyacente a la etiqueta a utilizar.

A.4.1.5. Definición de Vistas de Usuario

En la pantalla que muestra los datos de un DataCubo difuso existe la posibili-

dad de definir las vistas de usuario que se puedan utilizar a la hora de mostrar los

hechos definidos (Figura A.8).
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Figura A.8: Pantalla de definición de vistas de usuario

A.4.2. Consultas sobre DataCubos

Partiendo de la pantalla principal, el primer paso es seleccionar el DataCubo

sobre el que vamos a aplicar la consulta (Figura A.4.a). El siguiente punto es

seleccionar la operación de realizar consulta (Figura A.9.a). Tras establecer el

nombre del DataCubo resultado (Figura A.9.b), seleccionamos los niveles a los

cuales queremos realizar la consulta (Figura A.9.c).

Ya tenemos las dimensiones y niveles para definir el detalle de los hechos.

Ahora tenemos que seleccionar los hechos y las funciones de agregación que uti-

lizar para calcular los nuevos hechos (Figura A.9.d).

También podemos establecer condiciones sobre el espacio de partida a la hora

de seleccionar los hechos (Figura A.9.e). Se pueden establecer condiciones en

cualquier dimensión y cualquier nivel, se haya elegido para el nuevo DataCubo o

no.

Este es el último paso, los siguiente que obtendremos será una pantalla con el

resumen de la consulta realizada (Figura A.9.f). Tras realizar estos pasos, volvien-

do a la pantalla principal encontraremos un nuevo DataCubo con el nombre que

le hemos dado a la consulta. Podremos ver el resultado o trabajar con el como si

se tratara de cualquier otro DataCubo definido.
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a) Información sobre DataCubo b) Nombre del DataCubo resultado de la consulta

c) Selección de los niveles d) Selección de hechos y funciones de agregación

e) Establecer condiciones sobre los valores f) Resumen de la consulta realizada

Figura A.9: Pantallas para realizar una consulta
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Figura A.10: Pantalla de selección de vistas de usuario

a) DataCubos almacenados y resultado b) DataCubos difusos

Figura A.11: Pantallas de opciones de las gráficas

A.4.3. Mostrar los hechos

Existen dos maneras de ver los hechos definidos: mediante una tabla (botón

Show records o una gráfica (botón Chart). En el primer caso, si es un DataCubo

difuso nos mostrará una pantalla donde nos permite escoger una vista de usuario

que se haya definido para cada hecho o verlos sin procesar (Figura A.10).

En el caso de las gráficas, nos permitirá escoger entre diferentes representa-

ciones y órdenes para mostrar los hechos (Figura A.11). Hay que destacar que los

gráficas sólo pueden construirse si el DataCubo tiene 2 o menos dimensiones.
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a) Opción parar crear un nuevo proceso desde la

pantalla principal

b) Seleccionar el DataCubo y el método que

aplicar

c) Establecer los parámetros del proceso d) Proceso creado y ejecutándose

Figura A.12: Pantallas para lanzar un proceso de minerı́a de datos

A.4.4. Procesos de minerı́a de datos

En estos puntos vamos a mostrar brevemente el proceso que se ha de seguir

para crear un proceso de minerı́a de datos, ejecutarlo y, posteriormente, consultar

su estado y los resultados obtenidos, en el caso de que haya terminado.

A.4.4.1. Crear un proceso

Para ejecutar un proceso de minerı́a de datos sobre alguno de los DataCubos

creados, se comienza desde la pantalla principal seleccionando la opción de crear
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un proceso en la parte dedicada a los mismo (Figura A.12.a).

El primer paso a realizar es, aparte de establecer el identificativo para el pro-

ceso, seleccionar el DataCubo sobre el que aplicar el método (Figura A.12.b). La

opción restante en esta pantalla será seleccionar el proceso de minerı́a de datos

a utilizar. Para ello, se muestran los procesos registrados en el servidor ası́ como

una breve descripción sobre su funcionamiento.

Cada proceso tiene unos parámetros diferentes para su aplicación. Ası́ pues,

el siguiente paso será establecer el valor de los mismos (Figura A.12.c). En este

pantalla se muestran los nombres de los parámetros, los valores establecidos por

defecto, si los hay, y una pequeña descripción de su utilidad. El cliente inten-

ta identificar según el nombre de los parámetros si se trata de alguna selección

de funciones u otros componentes definidos en el servidor. De esta manera para

estos parámetros mostrará una lista desplegable para seleccionar uno de los com-

ponentes definidos.

Al pulsar en continuar, si no ha se produce ningún error se mostrará una pan-

talla informativa de la creación del proceso (Figura A.12.d) y el mismo comen-

zará a ejecutarse.

A.4.4.2. Consultar un proceso

En la pantalla principal se muestran los procesos de minerı́a de datos exis-

tentes (Figura A.13.a), dando alguna información como su nombre, el DataCubo

sobre el que se aplica, el proceso de OLAM utilizado, y su status (ejecutándose,

finalizado o si se ha producido un error).

Pulsando sobre el nombre del proceso, el cliente nos muestra más información

sobre el proceso (Figura A.13.b). En esta pantalla nos muestras los parámetros

utilizados y, si se ha producido un error, el mensaje devuelto por el método para

informar del mismo. Si no se ha producido ningún error y el proceso ha termina-

do, nos da la opción de consultar el resultado del proceso (Figura A.13.c) o los
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a) Pantalla principal mostrando el status de los

procesos

b) Resumen del proceso y acceso al resultado y

metadatos

c) Resultados del proceso d) Metadatos del proceso

Figura A.13: Pantallas para consultar un proceso de minerı́a de datos
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metadatos sobre el proceso (Figura A.13.d). También se da la opción para eliminar

el proceso.

Si aún no ha terminado, sólo se muestra información sobre los parámetros.
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Research Center.

[AIS93] Agrawal R., Imielinksi T. y Swami A. (1993) Mining association

rule between sets of items in large databases. En Proceedings of

ACM SIGMOD, páginas 207–216.
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