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CAPITULO 1 

INTRODUCCION 

1.1. RECONOCIMIENTO AUTOMATICO DEL HABLA 

Los orígenes del reconocimiento automático del habla se remontan a la década de los 

40, cuando el desanollo de los primeros espectrógrafos (dispositivos capaces de visualizar 

la distribución de energías en función de la frecuencia y el tiempo para una señal) 

pennitieron vislumbrar la posibilidad de la construcción de dispositivos automáticos 

capaces de reconocer la voz humana. 

Ya en 1952, Davis, Bidulph y Blashek, de los laboratorios Bell, contruyeron el 

primer dispositivo automático capaz de discriminar con cierta precisión entre los diez 

dígitos ingleses pronunciados por un mismo locutor de founa aislada. 

Los primeros trabajos que emplearon medios infonuáticos aplicados al 

reconocimiento automático del habla aparecen en la década de los 60. Estos trabajos se 

centran en el problema del reconocimiento de palabras aisladas (pronunciadas con 

suficiente separación temporal) monolocutor (pronunciadas por un único locutor), y 

utilizaron técnicas de programación dinámica [Bellman57] para comparar parámetros de 

palabras con duraciones diferentes a través de un alineamiento temporal no lineal de las 
• nusmas. 

A partir de este instante, comienza un gran aluvión de trabajos, principalmente 

orientados al reconocimiento de palabras aisladas, con la impresión optimista de poder 

extrapolar los resultados de fOIllla que fuese posible lograr, en un corto periodo de tiempo, 

sistemas capaces de reconocer cualquier frase pronunciada por cualquier locutor de fonna 

natural. 
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Con este objetivo, se abordaron grandes proyectos de investigación en el campo del 

reconocimiento automático del habla. De éstos, el más ambicioso y conocido de la historia 

del reconocimiento automático del habla se inició en 1971, financiado por el Departamento 

de Defensa de los EE.UU. Es el proyecto ARPA-SUR (Advanced Research Ptojects 

Agency - Speech Understanding System). Aunque los ambiciosos objetivos de éste y otros 

proyectos nunca llegaron a alcanzarse, contribuyeron en gran medida al conocimiento de 

los mecanismos de producción del habla, y a la toma de conciencia sobre la verdadera 

magnitud del problema, y la necesidad de la realización de investigación de base para la 

resolución de los problemas presentados. 

1.1.1. PROBLEMAS RELACIONADOS 

Varios tipos de problemas hacen difícil y no resuelto en la actualidad el problema del 

reconocimiento automático del habla. 

Continuidad 

No existe separación (silencio) entre las diferentes palabras que componen una frase, 

cuando ésta se pronuncia de fonIla natural. Esta característica establece una diferencia 

esencial entre el reconocimiento del habla, y el reconocimiento de textos escritos, donde el 

espacio actua como separador entre palabras. 

Además, los sonidos elementales (fonemas) que componen el habla también aparecen 

concatenados sin ningún tipo de separación, y son modificados por su contexto inmediato, 

fOlluado por los fonemas anterior y siguiente. Este fenómeno es conocido como 

"coarticulación", y es debido al hecho de que la pronunciación de un fonema requiere que 

el aparato fonador humano adquiera la configuración adecuada, proceso que conlleva una 

cierta inercia, de fOlllla que no es posible una transición instantánea entre las 

configuraciones correspondientes a dos fonemas adyacentes. 

Por último, también existen modificaciones más débiles de los fonemas debido a su 

posición dentro de la palabra debidas, por ejemplo,a la entonación. 

• 
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La voz humana presenta una gran cantidad de variabilidad, debida principalmente a 

tres causas diferentes, que hacen que una misma palabra nunca sea observada con exac­

tamente las mismas características acústicas. 

Parte de esta variabilidad es intra-locutor, debida a variaciones no lineales en las 

duraciones de los sonidos elementales, provocadas por el ritmo de pronunciación. También 

existe variablidad en la frecuencia e intensidad debidas a situaciones tales como el estado 

físico del locutor (cansancio, cataIlo,etc.) o al modo de pronunciación (cantando, gritando, 

etc.). 

Una segunda fuente de variabilidad es inter-Iocutor. Esta es debida principalmente a 

variaciones físicas en los aparatos fonadores de los diferentes locutores, así como al sexo y 

edad de los mismos, que introducen variaciones en la escala de frecuencias. También existe 

una fuente de variabilidad relacionada con el modo de pronunciación y acento de los 

locutores. 

Por último, el canal de transmisión y el entorno introducen una fuente adicional de 

variablidad (tipo de micrófono, ancho de banda de la línea de transmisión, interferencias, 

ruidos, etc.). 

Debido a la variabilidad antes mencionada, es necesario observar una gran cantidad 

de datos relativos a los diferentes sonidos que componen la voz humana, a fin de extraer 

las características esenciales de éstos con independencia del contexto, entorno y locutor. En 

este sentido, un problema difícil para un sistema de reconocimiento es el de determinar si 

una la! pronunciada por un locutor adulto es más similar a una la! pronunciada por un niño 

o a una 101 pronunciada por el mismo locutor. 

Que la señal de voz es altamente redundante es sencillo de demostrar sin más que 

tener en cuenta que, mientras que el mensaje implícito en una comunicación oral nOllllal 

puede transmitirse a una velocidad del orden de 50 bitslsegundo, la transmisión adecuada 

de las seflales de voz requiere del orden de 100 Kbitslsegundo (p.e. 8 KHz y 



4 

12 bits/muestra). 

Esta redundancia es debida a que la senal de voz transporta infonnación adicional 

que identifica al locutor y su entorno, así como su estado de ánimo, modo de 
. 

pronunciación, etc. Es por ésto que un sistema de reconocimiento debe focalizar su 

atención en la extracción de parámetros que caractericen adecuadamente el tipo de 

información 6til para el proceso de reconocimiento. 

En el proceso de percepción y/o comprensión del habla, existen varios niveles 

fuertemente intenelacionados; cada uno de los cuales aporta infonuación 6ti1 al proceso de 

reconocimiento. El Nivel Acústivo, conespondiente al an{llisis de las características físicas 

de la senal de voz. El Nivel Fonético, conespondiente a la deteJIllinación de los sonidos 

elementales (fonemas, sílabas, etc.). El Nivel sintáctico, en el que se extraen los elementos 

constitutivos (morfemas), y se aplican reglas gramaticales para la detección de 

construcciones conectas del lenguaje. El Nivel semántico, en el que se llega a la 

comprensión del mensaje transmitido, eliminando interpretaciones absurdas en base al 

conocimiento de la realidad y el contexto del mensaje recibido. 

Todos estos niveles presentan fuertes interacciones entre si, y cada uno de ellos 

aporta infonnación 6ti1 al proceso de reconimiento; sin embargo, no existe en la actualidad 

un fonnalismo que penuita la integración e interpretación de las infonuaciones 

conespondientes a los diferentes niveles, haciendo compleja la tarea del reconocimiento del 

lenguaje natural. 

1.1.2. RESTRICCIONES AL PROBLEMA 

Debido a la complejidad de la tarea del reconocimiento del lenguaje natural hablado, 

ésta se ha abordado con diferentes grados de aproximación, detenninados por diferentes 

condicionamientos o restricciones sobre la variablidad de la senal de voz a procesar, tanto 

respecto a 1 variabilidad inter-locutor como al ritmo y modo de pronunciación. 
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Una primera restricción aplicada en los sistemas de reconocimiento se refiere a la 

limitación en variabilidad inter-locutor de la sef'íal de voz. As!, un sistema de recono­

cimiento que reconoce voz de un único locutor de denomina monolocutor, mientras que los 

sistemas que admiten voz de diferentes locutores se suelen denominar multilocutor. 

En la bibliografía, sin embargo, suele encontrarse una diferenciación entre sistemas 

multilocutor, y sistemas independientes del locutor. Usualmente, se reserva la 

denominación multilocutor para aquellos sistemas que admiten voz de entre un conjunto 

limitado de locutores, mientras que la denominación independiente del locutor se reserva 

para aquellos sistemas de reconocimiento en los que, a priori, se admite voz perteneciente 

a cualquier locutor. 

La diferencia esencial entre los sistemas de reconocimiento multilocutor e 

independientes del locutor estriba en el conocimiento previo que el sistema posee de los 

locutores. En un sistema de reconocimiento multi1ocutor, es posible entrenar al sistema con 

las características de los locutores que componen el conjunto restringido antes citado, de 

fonna que éste posee cierta infoIlnación a priori sobre éstos. En un sistema independiente 

del locutor no es posible incorporar este tipo de información previa sobre los locutores, y 

normalmente, estos sistemas son evaluados utilizando un conjunto de locutores diferentes 

de los utilizados para el entrenamineto del mismo. 

Palobras y'word-spotting' 

El segundo tipo de restricción utilizada en el diseño de sistemas de reconocimiento de 

voz está relacionada con la forma en la que el/los locutores pronuncian las palabras. 

La restricción más fuerte corresponde a los sistemas denominados de palabras 

aisladas. En tales sistemas, se condiciona al locutor a pronunciar las palabras con 

suficiente separación temporal (silencios) como para que sea posible la deteul1inación de 

los lfmites entre éstas. En tales sistemas, la unidad de decisión suele ser la palabra, de 

fonna que el proceso de reconocimiento se basa en la delimitación e identificación de las 

palabras pronunciadas por el locutor . 
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Un nivel inferior de condicionamiento collesponde a los sistemas de palabras 

conectadas, en los que el locutor puede pronunciar las palabras de forma fluida. Tales 

sistemas suelen utilizar la palabra como unidad de decisión, y basar su estrategia de 

reconocimiento en la segmentación e identificación conjuntas de las palabras que componen 

cada una de las frases pronunciadas por el locutor. 

Una aproximación similar es la denominada "word-spotting", en la que el objetivo es 

la identificación de palabras conespondientes a un determinado vocabulario inmersas en 

frases en las que pueden aparecer otras palabras ajenas al mismo. 

Por último, la denominación voz contInua se reselVa para aquellos sistemas de 

reconocimiento que no imponen ningún tipo de restricción al modo de pronunciación de los 

locutores. Tales sistemas suelen utilizar unidades de decisión inferiores a la palabra (p.e. 

fonemas). 

1.2. DIFERENTES APROXIMACIONES 

Para abordar el problema del reconocimiento automático del habla se han utilizado 

diferentes aproximaciones. A continuación resumimos las principales. 

1.2.1. COMPARACION DE PATRONES 

La primera aproximación utilizada en reconocimiento automfltico del habla, e 

inicialmente aplicada a la tarea de reconocimiento de palabras aisladas monolocutor, es la 

técnica denominada comparación de patrones (Pattern Matching en la literatura inglesa). 

Esta técnica consta de dos fases. En la primera de ellas, denominada fase de 

entrenamiento, el locutor pronuncia cada una de las palabras de un determinado 

vocabulario. Estas palabras son muestreadas y procesadas a nivel acústico extrayendo una 

secuencia temporal de vectores compuestos por coeficientes extraidos de un banco de filtros 

analógico o simulado a traves de FFT (Fast Fourier Transfonll. Transformada mpida de 

Fourier); o de un anMisis autoregresivo LPC (Linear Prediction Coding. Codificación de 

Predicción Lineal); o de coeficientes derivados de los anteriores como el cepstrum de la 

señal. Estos coeficientes son extraidos a intervalos temporales regulares del orden de 10 

milisegundos, con 10 que la señal de voz queda caracterizada por una secuencia temporal 

de vectores que representan las características acústicas (espectrales) de la misma. Las 
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secuencias de vectores exuaidas de esta forma se almacenan como prototipos o patrones de 

las palabras conespondientes. 

En la fase de reconocimiento, las palabras pronunciadas por el locutor (palabras 

incógnita), son procesadas a nivel acústico en la fonna descrita anteriollnente, y las 

secuencias de vectores obtenidas son comparadas con los prototipos previamente 

almacenados, por medio de una medida de similitud espectral definida usualmente en base 

a una medida de "distancia" entre parejas de vectores. Distancias utilizadas para este 

propósito son por ejemplo la distancia euclfdea en el caso de coeficientes extraidos de un 

banco de filtros o del cepstrum de la señal, o las distancias de Itakura o razón de 

semejanza en el caso de coeficientes LPC. El criterio de decisión utilizado se basa en 

detenninar el patrón más similar a la palabra incógnita. 

Dado que, como ya indicamos en la sección anterior, en general, las palabras 

incógnita no coinciden en longitud (número de vectores) con los patrones (ni siquiera con 

el conecto), es necesario realizar un alineamiento temporal de los vectores de la palabra 

incógnita con los de los patrones de fOllna que, cuando se compare ésta con el patrón 

adecuado, los vectores correspondientes al mismo sonido queden alineados, situación en la 

que se obtendrá la mínima distancia total (suma de las distancias entre los vectores 

alineados). Un algoritmo que penIlite realizar dicha alineación es el algoritmo de 

Programación Dinámica (DP en la literatura inglesa), más conocido como DTW (Dynamic 

Time Warping. Alineamiento Temporal Dinámico) en el contexto de reconocimiento de 

voz. Este algoritmo fue inicialmente desallOllado por Bellman [Bellman57], y aplicado por 

primera vez al reconocimiento de voz por Vintsjuk [Vintsjuk68] y Slutsker [Slutsker68]. 

El algoritmo pellnite obtener el alineamiento cuya suma de distancias entre parejas de 

vectores es mínima. El funcionamiento básico del algoritmo es como sigue. 

Si definimos los valores d (i ,j) collespondientes a las distancias entre los vectores i­

ésimo de la palabra incógnita, compuesta por 1 vectores y j -ésimo de la palabra patrón 

compuesta por J vectores, éstos fOlluan una matriz como la esquematizada en la figura 1.1. 

El alineamiento de las dos secuencias de vectores se conesponde con un "camino" en la 

matriz de distancias (indicado con trazo grueso en la figura) que parte del elemento d(l,l) 

y finaliza en el elemento d (1 J). La distancia total entre los vectores alineados conesponde 

a la suma de los elementos de la matriz de distancias contenidos en el "camino", de fonIla 

que la búsqueda del alineamiento óptimo es equivalente a la búsqueda del camino con 

• 
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Figura 1.1. Algoritmo DTW 

menor distancia total. Si definimos g (i ,j) como la distancia acumulada del camino óptimo 

que parte del elemento d(1,l) Y teuuina en el d(i ,j), se puede escribir la siguiente 

fóuuula recursiva para la obtención de la distancia conespondiente a dicho camino. 

g (1,1) = del, 1) 

g (i-1,j) + d(i,j) 

g(i,j) = min g(i-1,j-1) + d(i,j) 

g(i,j-l) + d(i,j) 

D= g(l,]) 
(1 + J) 

(1.1a) 

(1. lb) 

(1. le) 

El valor D conesponde a la distancia media para el alineamiento óptimo de las dos 

palabras (incógnita y patrón), y se utiliza como criterio de decisión, seleccionando el patrón 

para el que dicha distancia media es mínima. 

8 

o 



• 

9 

Ertensión a mú/tinks locutores • 

La técnica básica de comparación de patrones, originalmente diseftada para sistemas 

monolocutor, se extendió a sistemas multi1ocutor e independientes del locutor almacenando 

varios patrones de referencia para cada una de las palabras del vocabulario. Estos patrones 

se seleccionan mediante técnicas de agrupamiento (clustering en la literartura inglesa) tales 

como el algoritmo K-medias [Wilpon85]. Opcionalmente, también se utilizan criterios de 

decisión más sofisticados como el K-NN (K Nearest Neighbours. K-vecinos más pr6ximos) 

[Duda73]. 

Ertensión a palabras conec(adm; 

También se generalizó la técnica de comparación de patrones a sistemas de 

reconocimiento de palabras conectadas con algoritmos como el Two Level DP Matching 

[Shakoe79], el Level Building [Myers81] o el One Pass DP [Bridle82]. Básicamente, estos 

algoritmos determinan la secuencias óptima (o subóptima) de palabras (junto con sus 

límites) que cOllesponde a una cierta secuencia de palabras incógnita en general de 

longitud (número de palabras) desconocida, basándose en un criterio de mínima distancia. 

Ertensión a grandes vocabularios 

En la extensión a grandes vocabularios de este tipo de sistemas, es necesario tener en 

cuenta sus grandes requerimientos de memoria y potencia de cálculo, dado que es 

necesario almacenar uno (o más) patrones de referencia para cada palabra del vocabulario, 

y realizar un proceso de comparación de cada palabra incógnita con cada uno de los 

patrones de referencia. A continuación expondremos algunas de las técnicas utilizadas para 

evitar estos problemas. 

Cuantización vectorial 

La técnica denominada cuantización vectorial o VQ (de la denominación inglesa 

Vector Quantization), fue originalmente desarrollada para codificación de voz a baja tasa de 

bits (bit-rate) [Linde80]. El método consiste en construir un conjunto de prototipos 

(diccionario) que represente adecuadamente el conjunto de posibles valores de los vectores 

• 
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obtenidos para la representación de la sef\al de voz, y sustituir ~stos vectores por los 

prototipos obtenidos, con un criterio de mínima distancia. 

El m~todo usual para la construcción del diccionario es la selección de un conjunto 

de prototipos (centros del diccionario) de fonna que se minimice la distancia entre ~tos y 

un amplio conjunto de vectores que componen el conjunto de entrenamiento. 

Una vez construido el diccionario, los vectores correspondientes a los patrones de 

referencia son sustituidos por los centros del diccionario mAs similares (con menor 

distancia), con lo que se reduce el número de bits necesarios para almacenar cada vector de 

los patrones, ya que basta con almacenar el índice del centro collespondiente del 

diccionario. Asi, por ejemplo, con vectores de 10 componentes reales y un diccionario de 

256 centros, el factor de reducción en el número de bits necesarios para almacenar los 

10·32 patrones es del orden de 8 = 40. 

En cuanto al coste computacional, si los vectores collespondientes a las palabras 

incógnita también son cuantizados en la forma descrita para los patrones de referencia, 

todas las distancias necesarias para el desarrollo del algoritmo DTW corresponden a 

distancias entre centros del diccionario, que se pueden almacenar precalculadas, con lo que 

no será necesaria la realización de ningún cálculo de distancia adicional, salvo los 

necesarios para la cuantización de los vectores de la palabra incógnita. Por ejemplo, si 

tenemos un vocabulario de N palabras de longitud media L y un diccionario con M 

centros, el número de distancias que es necesario calcular para la clasificación de una 

palabra incógnita de longitud L es símplemente M·L, cOllespondientes a su cuantización. 

En el caso de no utilizar cuantización vectorial, el número de distancias necesarias para la 

clasificación sería N ·L2, con lo que la reducción en el número de distancias a calcular es 

N ·L
2

• Por ejemplo, para un vocabulario de 128 palabras de longitud media 100 vectores 
M·L 

y un diccionario de 256 centros, el factor de reducción sería 50. 

Reconocimiento sin alineamiento temporal 

Esta aproximación se basa en la hipótesis de que cada palabra posee un conjunto 

propio de sonidos, que la diferencian de las demás. Incluso cuando dos palabras contienen 

fonemas iguales o similares, el efecto de coarticulación hace que las características 
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acústicas de éstos sean diferentes, de fOlll1a que es posible, en principio, discriminar entre 

palabras de un vocabulario mediante un proceso de comparación de patrones sin tener en 

cuenta alineamiento temporal alguno. 

A partir de esta idea y del concepto de cuantización vectorial, Burton y Shore 

[Shore83] desanollaron un sistema de reconocimiento cuyo criterio de decisión se basa 

unicamente en las distorsiones de cuantizaci6n de los vectores de las palabras incógnita con 

diccionarios VQ cOlIespondientes a las palabras del vocabulario. 

Durante el entrenamiento, se construye un diccionario VQ para cada palabra del 

diccionario, que contiene prototipos de los vectores de características acústicas de las 

palabras. En la fase de reconocimiento, la secuencia de vectores conespondiente a una 

palabra incógnita, es cuantizada con los diccionarios VQ de las palabras del vocabulario, 

seleccionando el de menor distorsi6n media. 

Sobre esta base común, se han realizado varias modificaciones para incorporar cierto 

tipo de información sobre el secuenciamiento temporal de los prototipos acústicos (centros 

del diccionario VQ) de las palabras. Algunas de estas variantes pueden encontrarse 

descritas en el capítulo 6, junto con una nueva aplicaci6n que integra la informaci6n 

contenida en las distorsiones de cuantización con la probabilidad de generaci6n de modelos 

HMM discretos en un contexto probabilístico. 

Reconocimiento en dos pasos 

Para acelerar el proceso de reconocimiento, se puede utilizar un esquema en el que un 

método menos preciso pero más rápido se utiliza para eliminar los candidatos más 

improbables reduciendo el número de comparaciones y disminuyendo el coste 

computacional del sistema. 

Esta eliminaci6n de candidatos puede realizarse calculando las distancias medias con 

los prototipos utilizando alineamiento lineal (sobre la diagonal de la matriz de distancias) 

[Gauvani86], o incluso sin tener en cuenta ningún tipo de alineamiento temporal 

[Mariani87]. 

Una vez eliminados los candidatos poco probables, se utiliza un algoritmo DTW o de 

otro tipo para la clasificación final sobre el conjunto de candidatos restante . 
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Unidades inferiores a la palabra 

Otro m~todo utilizado para reducir los requerimientos de memoria de los sistemas de 

reconocimiento es la utilización de unidades de decisión inferiores a la palabra, tales como 

fonemas [Sugamura83], difonemas [Schwartz80], sUabas [Watanabe83], demisfiabas 

[Ruske81]; o unidades sin correspondencia linguística, obtenidas mediante algoritmos de 

segmentación [Burton85a,Lee88a,Roucos82] y [Kopec85a, Bush87a, Lee86]; a las que se 

pueden aplicar t~cnicas similares a las utilizadas en reconocimento de palabras conectadas. 

La reducción del número de prototipos a utilizar viene dada por el hecho de que 

mientras que un vocabulario puede estar fOIlIlado por varios miles de palabras, sus 

unidades elementales (p.e. fonemas) no superan algunas decenas. El problema de la 

utilización de este tipo de unidades de decisión estriba en la variabilidad que presentan 

debido al contexto, como se indicó en la sección precedente. 

1.2.2. MODELOS OCULTOS DE MARKOV 

A diferencia del m~todo de comparación de patrones, en el que una o más 

repeticiones de cada una de las unidades de decisión (palabras o unidades inferiores) son 

utilizadas como patrones de referencia en el proceso de reconocimiento, un modelo oculto 

de Markov (HMM, de la denominación inglesa Hidden Markov Model) representa un nivel 

superior de abstracción, en el que cada unidad de decisión es representada por un modelo. 

Esta aproximación fue utilizada por primera vez en reconocimiento de voz en CMU 

[Baker75] y en mM [Jelinek76]. El reconocimiento se basa en la deteilninación del 

modelo más probable dada una secuencia de observaciones conespondiente a la unidad 

incógnita. Por ejemplo, si W es el modelo conespondiente a una unidad de decisión y A 

es la secuencia de observaciones collespondiente a una unidad incógnita, el proceso de 

reconocimiento se basa en la deteIlninación del modelo para la que la probabilidad 

condicionada P (W lA) es máxima. Esta probabilidad puede expresarse según la regla de 

Bayes en la fOlllla siguiente 

P (W lA) = P (A I W) .p (W) 
P(A) 

donde P (A ) es la probabilidad incondicional de la secuencia de observaciones, 
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independiente del modelo considerado; P (A IW) es la probabilidad a posteriori de la 

secuencia de observaciones A dado el modelo W; y P(W) es la probabilidad incondicional 

del modelo. Si suponemos que todas las unidades de decisión son equiprobables, basta con 

evaluar P (A IW) para cada modelo y seleccionar el de mWma probabilidad. 

En el caso de voz continua, W representa una cadena de palabras (frase), y entonces 

P (A IW) representa el modelo ac6stico y P (W) el modelo de lenguaje. Los dos modelos 

pueden representarse con HMM's. 

Aprm. ¡moción discreta 

En la aproximación discreta, cada unidad de decisión está representada por un 

autómata de estados finitos, compuesto por un conjunto de estados y un conjunto de arcos 

que los unen, representando las posibles transiciones entre estos. Asociados a los estados, 

existen unas funciones de probabilidad de producción (observación) de símbolos b¡ (k), 

conespondientes a un alfabeto finito, y que representan diferentes caracterfsticas ac6sticas 

de la senal de voz. Asociados a los arcos existen unas probabilidades a¡j' que detelminan 

las transiciones entre parejas de estados del modelo. 

En la figura 1.2 se muesO a un autómata conespondiente a un modelo oculto de 

Marlcov. En un modelo de Markov de ler orden, y bajo la suposición de independencia de 

observaciones, tanto las probabilidades de transición a¡j' como las de producción de 

símbolos b¡(k), dependen 6nicamente del estado actual Si. 

En algunas fOllnulaciones las probabilidades de producción de símbolos se asocian a 

las transiciones en lugar de a los estados. 

Dado que los vectores correspondientes a las caracterfsticas ac6sticas de la senal de 

voz son continuos, es necesario un proceso de "etiquetado" que asigne símbolos de entre 

un conjunto finito, con un cierto significado (ac6stico o fonético). Este proceso de 

etiquetado puede estar basado en técnicas de cuantización vectorial o similares, como el 

etiquetado microfonético [Andreu90] o los mapas fonotóticos [Kohonen84] basados en 

redes neuronales (ver siguiente sección). 



I 

/"S '\ 

" 1..1 

b (le) 
1 

Aproximación continua 

a 12 
, I 

---~ " S 
" 2/ 

b (le) 
2 

a 23 

,,' :-
/" '\ 

S 
" 3/ 

b (le) 
3 

a 34 

Figura 1.2. Modelo Oculto de Markov 

14 

a44 
r 

>~ 
S 

" 4..1 

b (le) 
4 

En esta aproximación se mantienen las características de la anterior salvo en lo que 

se refiere a las probabilidades de producción de observaciones. En los modelos continuos, 

las observaciones del proceso son directamente los vectores continuos resultado del análisis 

acústico de la señal y, en consecuencia, las probabilidades de producción deben ser mode­

ladas a través de funciones de densidad de probabilidad, en general multivariadas. Estas 

funciones de densidad de probabilidad son modeladas usualmente mediante gausianas mul­

tivariadas, o combinaciones lineales de éstas [Rabiner85a, Juang85]. 

Muchos de los aspectos relacionados con la utilización de los modelos de Markov 

para reconocimiento de voz pueden encontrarse en los capftulos 3 y 4 de la presente 

memoria, asf como implementaciones de sistemas de reconocimiento basados en modelos 

discretos, en los capftulos 5 y 6. 
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1.2.3. APROXIMACION CONEXIONISTA 

En esta aproximaci6n, los datos de referencia son representados a trav~s de patrones 

de actividad sobre una red de elementos de proceso sencillos interconectados. 

Por la similitud con el funcionamiento del cerebro, a estas redes se les suele 

denominar redes neuronales artificiales (o simplemente redes neuronales), y a los 

elementos de proceso neuronas. 

PerceptrOlU!S 

El origen del perceptrón se encuentra en los trabajos de Rosenblatt [Rosenblatt59] 

sobre modelos de percepci6n visual, y fue abandonado porque se demostró [Minsky69] que 

no era capaz de sintetizar funciones sencillas como la XOR. Recientemente se ha 

recuperado este tipo de modelado debido, principalmente, a la utilizaci6n de perceptrones 

multicapa (MLP. Multi1ayer Perceptron), que no presentan la limitación antes mencionada 

[Lippman87], y al desanollo de algoritmos de aprendizaje automático, como el 

backpropagation (retropropagaci6n) [Rumelhart86] 

Un perceptrón multicapa está compuesto por una serie de elementos de proceso, las 

neuronas, que implementan una funci6n de activaci6n sobre la suma pesada de sus 

entradas, y que están distribufdos en varios grupos o capas interconectadas entre sf, como 

se muestra en la figura 1.3. Dos capas interactúan con el exterior, la capa de entrada, que 

recibe los estímulos externos, y la capa de salida, que proporciona la respuesta de la red. 

Además existe una o más capas ocultas, inaccesibles desde el exterior. 

Cada una de las capas está compuesta por varias neuronas, cuyas entradas están 

conectadas a las salidas de las neuronas de la capa inferior, a trav~s de enlaces con pesos 

Wjj' positivos o negativos dependiendo de que el enlace conespondiente sea de excitaci6n 

o inhibici6n. 

El estímulo se introduce en la capa de entrada, y se propaga a trav~s de las capas 

ocultas, hasta alcanzar la capa de salida, produciendo un detenuinado patrón de excitación 

en las neuronas de ~sta. 

• 
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Figura 1.3. a) Neurona. b) Perceptrón mulLicapa 

En la fase de entrenamiento, el patrón de excitación de la capa de salida es 

comparado con la respuesta deseada, generando una señal error, que es propagada hacia 

atrás en la red, reajustando los pesos Wjj de las diferentes conexiones entre capas. Este 

proceso se repite para un amplio conjunto de parejas estímulo-respuesta hasta conseguir el 

comportamiento deseado de la red. 

Lo que se espera de las neuronas de las capas ocultas de la red, es que reorganicen 

sus conexiones de fOlllla que la neurona correcta de la capa de salida sea excitada con un 

peso positivo alto y las incollectas sean inhibidas con un peso negativo alto. 

En la fase de reconocimiento, la neurona de la capa de salida con mayor nivel de 

activación designa el patrón a reconocer. En otras aproximaciones, el patrón de activación 

de la capa de salida se compara, mediante una medida de distancia (p.e. la distancia de 

Hamming, para neuronas con salida binaria), con los patrones de referencia 

Clasificación de patrones estáticos 

Otras arquitecturas de redes neuronales se han utilizado para implementar procesos de 

agrupamiento no supervisado similares a la cuantización vectorial antes descrita. 
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Mapas de características 

Los mapas de características o mapas fonotónicos [Kohonen84] se basan en la 

hipótesis de que, para el reconocimiento de voz, la infolluación intellelacionada debe 

situarse topológicamente próxima, tal como ocurre en el cerebro humano [Kohonen84b]. 

Un mapa fonotónico tiene una arquitectura bidimiensional plana como la mostrada en 

la figura 1.4, en la que cada nodo cOllesponde a un prototipo espectral. Cada vez que un 

nuevo prototipo espectral se introduce en la red se localiza el prototipo más cercano, 

mediante una medida de distancia (p.e. euclfdea) y se promedia. Los restantes nodos de la 

red son promediados con un peso que depende inversamente de la proximidad al nodo 

dado. De esta fOlma se consigue una configuración en la cual los prototipos similares se 

encuentran topológicamente próximos. 

La máquina de Boltzman 

La máquina de Boltzman es una red neuronal con todos los nodos organizados en una 

única capa y completamente conectados. Estos nodos están divididos en visibles e 

invisibles, y a su vez, los nodos visibles, en nodos de entrada y nodos de salida. 

Cada nodo tiene asociada una probabilidad de encontrarse en el estado O ó 1, que 

depende de la diferencia de "energía" (suma pesada de las entradas procedentes de los 

demás nodos), que contiene un téllnino asimilable al parámetro tellllodinámico temperatura 

Figura 1.4. Arquitectura de un mapa fonotónico 

• 
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(de ahí el nombre de la red). Cuanto mayor es la "temperatura" de la red, menor es la 

influencia mutua entre los distintos nodos. A medida que disminuye la temperatura. cada 

nodo está más afectado por el estado de los restantes nodos de la red. 

En el proceso de entrenamiento, se asigna un valor aleatorio, O 6 1, a cada uno de los 

nodos, y una temperatura alta a la red. A continuación, se introducen los estímulos en los 

nodos de entrada, y se utiliza el patrón de activación de los nodos de salida, para modificar 

los pesos de las interconexiones. Una vez alcanzada una configuración estable para la red, 

el proceso se repite para un valor inferior de la temperatura de la red. La iteración de este 

proceso para valores decrecientes de la temperatura de la red origina que la red alcance un 

estado final de mínima energía, evitando la convergencia hacia mínimos locales. Este 

proceso suele denominarse simulated annealing (recocimiento simulado). 

Existen técnicas similares desarrolladas para métodos de agrupamiento tradicionales, 

como el k-medias [Rose90a, Lu91], que se basan en el mismo concepto de recocimiento 

simulado. 

temporal 

Aunque las redes neuronales artificiales han mostrado buenas capacidades 

discriminativas para patrones estáticos, presentan problemas para modelar adecuadamente la 

evolución temporal inherente a las señales de voz. 

Para solucionar este problema se han propuesto varias alternativas. La más sencilla es 

diseñar una capa de entrada con un número suficiente de neuronas corno para acomodar la 

secuencia temporal de mayor longitud [peeling88]; o bien, utilizar alguna técnica de 

compresión (lineal o no) de las señales temporales, para acomodar la duración de las 

secuencias temporales al tamaño de la capa de entrada de la red. 

Redes neuronales con retardo temporal 

Una posible aproximación al problema de la modelización temporal consiste en la 

utilización de retardos temporales, como en el TDMLP (Time Delay MultiLayer 

Perceptron. Perceptr6n multicapa con retardo temporal) [WaibeI89]. En la figura 1.5 se 

muestra el esquema de un TDMLP diseñado para el reconocimiento de consonantes. En el 

ejemplo considerado, la capa de entrada contiene 16 nodos alimentados por 16 coeficientes 

• 
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cepstrum, cuyas salidas se almacenan retardadas 10 y 20 ms, generando un contexto de 

entrada de 30 ms. Las salidas de la capa de entrada (3x 16) alimentan a 8 nodos en la 

primera capa oculta, y las salidas de éstos se almacenan con retardos de 10, 20, 30 Y 40 

ms. Las salidas de la primera capa oculta (8x5) alimentan a 3 nodos en la segunda capa 

oculta, que, a su vez, excitan 3 nodos en la capa de salida, uno por cada consonante a 

reconocer (jb/, Id! y Ig!). 

Esta técnica ha dado buenos resultados para la discriminación entre consonantes, 

pero, sin embargo, el coste computacional del entrenamiento de la red es muy elevado 

(varios días en un computador Alliant con 4 procesadores). 

Redes Neuronales ReculIentes 

Una aproximación alternativa al problema del procesamiento temporal es la propuesta 

para las redes neuronales reculIentes (RNR) [Bridle90a, Bourlard89]. 

Una red neuronal reculIente consta de una capa de entrada y otra de salida con 

conexiones recuIlentes, según se muestra en la figura 1.6. Las neuronas de la capa de 
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Figura 1.6. a) Neurona con estímulo externo. b) Red neuronal recurrente. 

salida, además de la excitación proveniente de la capa de entrada, disponen de una entrada 

para un estrmulo externo. 

Las redes neuronales recullentes se activan al recibir los estímulos externos C\>('t) y 

los propagan cíclicamente por la red, a través de las conexiones recurrentes entre sus dos 

capas, de fOlIlla que la salida conespondiente a una secuencia de duración T aparece en la 

capa de salida tras haber procesado los T estfmulos, siendo su comportamiento equivalente 

al de una red neuronal con T capas ocultas. 

Las RNR presentan grandes analogías en su funcionamiento a los HMM 

[Bridle90a, Dfaz91] 

1.3. PRESENT ACION y JUSTIFICACION DEL TRABAJO 

El trabajo abordado en la presente memoria se centra en el diseño de un sistema de 

reconocimiento de palabras aisladas independiente del locutor, para vocabulario reducido, 

con la orientación básica de obtener un sistema con una alta tasa de reconocimiento y 

requerimientos computacionales bajos. 
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Aunque en la actualidad muchos grupos de investigación comienzan a centrar sus 

trabajos en el reconocimiento de voz continua, sigue investigfmdose en sistemas de 

reconocimiento de palabras aisladas, debido a varias razones. 

En primer lugar, el volumen de datos necesario para el entrenamiento y test de 

sistemas de reconocimiento de palabras aisladas es mucho más reducido que el requerido 

para el desanollo de sistemas de reconocimiento de voz continua, y la potencia de cálculo 

necesaria para la realización de experimentos de reconocimiento en palabras aisladas es 

mucho menor que en el caso de voz continua, 10 que hace que el diseño y test de tales 

sistemas sea mucho más asequible. 

En segundo lugar, muchas de las técnicas utilizadas en el reconocimiento de voz 

continua (análisis acústico, modelado de unidades de decisión, algoritmos de entrenamiento 

y evaluación, etc.) han sido originalmente desarrollados sobre sistemas de reconocimiento 

de palabras aisladas y, posterionuente, trasladados con m ínimas o nulas modificaciones a 

voz continua. 

En tercer lugar, el problema del reconocimiento de palabras aisladas ha sido 

ampliamente estudiado, existiendo un conocimiento previo, y gran cantidad de resultados, 

que se pueden utilizar como referencia, 10 que simplifica el problema de la evaluación 

comparativa de los resultados. 

1.3.1. LA APROXIMACION SELECCIONADA 

La aproximación seleccionada para el diseño del sistema de reconocimiento antes 

propuesto es la del modelado oculto de Markov discreto. Esta elección se debe al hecho de 

que los modelos discretos de Markov presentan un bajo coste computacional en 

comparación con las aproximaciones de comparación de patrones; y los resultados 

obtenidos en gran cantidad de trabajos indican un rendimiento comparable o superior al de 

los sitemas basados tanto en DTW como en redes neuronales. 

Sin embargo, una de las limitaciones del modelado HMM discreto es el proceso de 

cuantización vectorial, que introduce enores en el proceso de asignación de sfmbolos a los 

vectores de características acústicas de la señal, 10 que, a su vez, provoca un decremento 

en el rendimiento del sistema. Como alternativa al modelado discreto se han propuesto, al 

menos, dos modificaciones. 
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La primera de ~stas consiste en la utilización de funciones densidad de probabilidad 

continua para modelar el proceso de producción de observaciones en los modelos, dando 

lugar a una variante denominada modelado continuo de Marlcov. Sin embargo, esta variante 

tiene el inconveniente del alto número de parámetros que es necesario estimar, 10 que hace 

que, cuando el volumen de datos utilizado en la fase de entrenamiento no es 

suficientemente elevado (mucho m~ que en el caso discreto), los resultados finales 

obtenidos no sean superiores, e incluso sean inferiores, a los conespondientes al modelado 

discreto. 

Una aproximación mixta es la fOllnulada para los modelos semicontinuos de Marlcov 

[Huang90a, Huang89]. Estos aprovechan las ventajas del modelado continuo, limitando el 

número total de funciones densidad de probabilidad y, consecuentemente, el número de 

parámetros a estimar. Desde el punto de vista de la fOlllJulación continua, los modelos 

semi continuos utilizan un conjunto común de gausianas en las mezclas que modelan las 

densidades de probabilidad de producción de símbolos de los diferentes estados de los 

modelos. Desde el punto de vista discreto, los modelos semicontinuos modifican el proceso 

de cuantización vectorial, modelando los centros del diccionario con gausianas 

multivariadas y generando múltiples candidatos en el proceso de cuantización. Al eliminar 

la restricción de clases disjuntas asumida en cuantización vectorial, se elimina, 

consecuentemente, la mayor parte de los en ores introducidos en dicho proceso. Aunque los 

modelos semi continuos reducen el coste computacional con respecto a los continuos al 

limitar el número de gausianas considerada, siguen teniendo un coste computacional del 

orden de 2 a 3 veces superior a los modelos discretos. 

En el presente trabajo desanollaremos una nueva variante del modelado HMM 

discreto cuya característica principal es la de utilizar diccionarios de cuantización vectorial 

independientes para cada uno de los modelos de las palabras del vocabulario. Esta variante 

está inspirada en los trabajos de Burton y Shore [Shore83], que mostraron como las 

distorsiones de cuantización sobre múltiples diccionarios VQ pueden utilizarse como 

criterio de clasificación, con buenos resultados. El inconveniente de esta aproximación es 

que no tiene en cuenta ningún tipo de información sobre el alineamiento temporal, dado 

que los patrones de referencia están únicamente representados por el conjunto de prototipos 

que fonnan el diccionario VQ. Varios trabajos han intentado solucionar este problema, así 

Pan [pan85] y Furui [Furui88] incorporaron un postprocesador DTW para resolver las 
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situaciones en las que el proceso de cuantización no es capaz de realizar la discriminación. 

Burton [Burton85b] utilizó diccionarios conespondientes a diferentes secciones temporales 

de las palabras para incorporar cierto tipo de infonnación sobre el alineamiento temporal de 

los prototipos espectrales, y Bergh [Bergh85] utilizó la distribución temporal de símbolos 

observados tras el proceso VQ con el mismo propósito. 

En el presente trabajo, desanollaremos un método que pellnite integrar las 

distorsiones de cuantización y las probabilidades de observación de símbolos de un modelo 

de Markov discreto (que modela el secuenciamiento temporal de los prototipos espectrales 

correspondientes a los centros del diccionario VQ) en un contexto probabilístico. 

Cabe esperar que el proceso de cuantización realizado con diccionarios especfficos 

para cada modelo sea más preciso que en el caso de utilizar un diccionario común a todos 

los modelos, al limitar el número de posibles centros para la cuantización con el 

diccionario de un modelo concreto. De otro lado, ésta aproximación permite considerar 

varias posibles cuantizaciones, una para cada palabra incógnita, y permite la utilización de 

información relativa al proceso de cuantización (distorsiones), e incorporarla al proceso de 

decisión. De esta forma, la determinación de la cuantización óptima se realiza 

simultaneamente con el proceso de decisión y no a priori como en el caso de los modelos 

discretos estandar. 

En el presente trabajo se han construído tres sistemas de reconocimiento basados en 

modelos ocultos de Markov. Un primer sistema basado en modelos HMM discretos 

estándar, un segundo sistema basado en modelos semi continuos, y un tercero basado en la 

nueva variante del modelado discreto antes expuesta, y se han obtenido resultados 

comparativos que muestran que el sistema propuesto ofrece mejores tasas de 

reconocimiento que los anteriores para configuraciones con igual número de prototipos en 

el proceso de cuantización vectorial, con requerimientos computacionales idénticos a los 

correspondientes al modelado discreto estándar . 
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1.4. ESQUEMA DE LA MEMORIA 

Los restantes capítulos de la presente memoria están organizados como se indica a 

continuación 

En el capítulo 2 se describe el diseno y las características de la base de datos utilizada en 

el presente trabajo. 

En el capítulo 3 se hace una introducción general al modelado HMM y se revisan las 

soluciones a los tres problemas bAsicos: entrenamiento, evaluación y decodificación; tanto 

para el modelado discreto como continuo. También se discuten cuestiones relativas a la 

implementación del modelado HMM tales como el escalado de las probabilidades, para 

evitar rebosamientos en la representación numérica, la utilización de múltiples secuencias 

de observaciones en el entrenamiento; y el problema del entrenamiento insuficiente. 

En el capítulo 4 se describen cuestiones relacionadas con la utilización de los 

modelos HMM en reconocimiento de voz. Se describe la representación paramétrica 

utilizada para la senal de voz y el proceso de cuantización vectorial, así como la 

estimación inicial de los parámetros de los modelos. 

En el capítulo 5 se describe una primera implementación del sistema de 

reconocimiento con modelos HMM discretos estándar, así como la incorporación de 

características din{unicas del espectro de la senal a la representación paramétrica de la 

misma. También diferentes técnicas de ponderación espectral son incorporadas en la 

función distancia del cuantizador vectorial. Por último se discute la introducción de 

infonnación sobre la duración de los estados de los modelos para minimizar los efectos de 

la suposición incorrecta de distribución de probabilidad de duración de estados 

exponenciales, implícita al modelado HMM. 

En el capítulo 6 se presenta la implementación del sistema de reconocimiento basado 

en HMM semicontínuos, así como experimentos para la selección del número de 

candidatos considerado en el proceso de cuantización vectorial y los resultados obtenidos. 

En este capítulo también se presenta el desarrollo de los modelos discretos con 

diccionarios VQ específicos. Se realiza una descripción fonnal de esta nueva variante del 

modelado discreto, presentando las f6nnulas de evaluación de probabilidades y discutiendo 
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las panicularidades relativas a los procesos de entrenamiento y evaluación de este tipo de 

modelos. Se presentan los resultados obtenidos, en comparación con los conespondientes al 

modelado discreto y semicontinuo. Por último, se describe un m~todo para la reducción del 

número de centros totales utilizados en los diccionarios VQ de los modelos, basado en un 

proceso de agrupamiento que fuerza a que parte de los centros de los diccionarios VQ sean 

companidos por varios modelos. 



CAPITULO 2 

LA BASE DE DA TOS 

2.1. DESCRIPCION DE LA BASE DE DATOS 

Para el desanollo de la tarea de reconocimiento propuesta es necesario disponer de un 

amplio conjunto de muestras de las diferentes palabras del vocabulario pronunciadas por 

varios locutores, a fin de disponer de datos suficientes para el entrenamiento y test del 

sistema. Por este motivo, se ha diseñado y contruido una base de datos con múltiples 

locutores, cuyas características principales pasamos a describir a continuación. 

El diseño de la base de datos se basa en otra previamente desanollada por el grupo 

de investigación al que pertenece el autor [peinado89], y que contiene diez repeticiones, 

pronunciadas por un único locutor, de un vocabulario compuesto por seis palabras clave 

conespondientes a posibles designaciones de los motores eléctricos que controlan las 

articulaciones de un robot didáctico (Teach-2000). Esta base de datos se construyó para el 

desanollo de un sistema de control de dicho robot mediante órdenes orales. 

La base de datos desanollada en este trabajo constituye una extensión de la 

anterionnente descrita en dos aspectos diferentes. En primer lugar, se ha extendido el 

vocabulario incorporando los diez dígitos castellanos al mismo y, en segundo lugar, se ha 

incrementado el número de locutores a cuarenta, de forma que pueda ser utilizada en tareas 

de reconocimiento multilocutor y locutor-independiente. 

26 
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2.2. VOCABULARIO 

Como ya indicamos anteriollnente, el vocabulario de la base de datos está compuesto 

por dos conjuntos de palabras, listados en la tabla siguiente. 

DIGITOS 

CERO 

UNO 

DOS 

TRES 

CUA1RO 

CINCO 

SEIS 

SIElE 

OCHO 

NUEVE 

PALABRAS CLAVE 

JERP() 

HOMBRO 

CODO 

MUÑECA 

MANO 

DEDOS 

Vocabulario de la base de datos 

El primer conjunto de palabras está formado por los dígitos castellanos (0-9), y el segundo 

por un conjunto de palabras clave concspondientes a las denominaciones de las 

articulaciones del robot. 

El vocabulario seleccionado es similar en tamaño y composición a otros utilizados en 

tareas de reconocimiento de palabras aisladas tales como el de los dígitos ingleses utilizado 

en AT&T [Rabiner85), el de dígitos castellanos utilizado en la Universidad de Valencia 

[Casacuberta90) y otros [Huang90b, Fissore90). 

2.3. LOCUTORES Y REPETICIONES 

En la actualidad, el número de locutores que componen la base de datos es de 40, 20 

masculinos y 20 femeninos. La selección de los locutores se realizó atendiendo a un 

criterio de disponibilidad, entre profesores y alumnos del Departamento al que pertenece el 

autor. De esta fOuIla, todos ellos son profesores o alumnos universitarios. 
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La procedencia geográfica de los locutores es esencialmente de la Comunidad 

Andaluza, de fOil 11 a que se incluyen locutores de la mayor parte de las provincias que la 

componen. Ocasionalmente, se incluyen locutores de otras Comunidades Autónomas. 

Los locutores han pronunciado tres repeticiones de cada una de las palabras del 

vocabulario, sin entrenamiento previo, es decir, de fOllna expontánea. 

La grabación se realizó de fOllna que cada locutor pronunció las 16 palabras del 

vocabulario en tres series de grabaciones consecutivas, de esta fOlllla se obtuvieron 120 

repeticiones de cada palabra, conespondientes a 3 repeticiones pronunciadas por cada uno 

de los 40 locutores. 

2.4. ADQUISICION DE DATOS 

La adquisición de datos se realizó utilizando un sistema desanollado por nuestro 

grupo de investigación, basado en un microordenador IBM-PC con una tarjeta de 

conversión A/D D/A ADA-PC14, Y un banco de filtros analógico para la limitación del 

ancho de banda de la sefial de voz. 

La tarjeta de conversión está controlada por el programa ADAMENU, que pelmite el 

muestreo y conversión de sefiales, así como su almacenamiento y recuperación de disco; y 

que incorpora comprobaciones sobre el rango de la sefial muestreada para detectar sefiales 

saturadas o con amplitud insuficiente. El programa pelll1ite además la visualización y 

delimitación automática de las palabras muestreadas así como la edición de los límites 

obtenidos en el proceso de delimitación. 

2.4.1. CONDICIONES DE GRABACION 

La grabación de las palabras se realizó utilizando un micrófono de ambiente y un 

amplificador de alta fidelidad, en un entorno de laboratorio. La relación sefial/ruido media 

de las palabras de la base de datos es aproximadamente 24 decibelios. 

La frecuencia de muestreo utilizada fue de 8 KHz, con una limitación de banda en el 

rango 60 Hz a 3800 Hz. La limitación se realizó mediante una pareja de filtros analógicos 

Butterworth, uno de sexto orden para el filtro pasa alta de 60 Hz, y uno de octavo orden 

para el filtro pasa baja de 3800 Hz. 
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La representación digital de las senales se realizó utilizando 12 bits por muestra en 

fonnato de complemento a dos, obteniendo un rango de valores [-2047,+2048]. 

2.4.2. DELIMITACION DE LAS PALABRAS 

Las palabras, una vez digitalizadas, se delimitaron para eliminar los silencios inicial y 

final con el que éstas son grabadas. Esta delimitación se realizó de fOllDa automática con el 

programa ADAMENU, que implementa un algoritmo implícito de delimitación que es una 

variante [Segura84] del propuesto por Rabiner y Sambur [Rabiner75]. 

Los lfmites obtenidos por el algoritmo son visualizados y opcionalmente editados 

manualmente para conegir enores graves de delimitación, conespondientes a la exclusión 

de una parte significativa de la palabra a delimitar. 

El algoritmo tk delimitación 

Una descripción detallada del algoritmo de delimitación utilizado en la construcción 

de la base de datos descrita se puede encontrar en [Segura84a, Peinad089], a continuación 

describiremos 6nicamente las generalidades del mismo. 

El algoritmo procesa la senal digitalizada extrayendo una serie consecutiva de 

segmentos de la misma obtenidos desplazando una ventana de Hamming de 32 ms de 

duración, en incrementos de 16 ms, sobre la senal. Los segmentos así obtenidos son 

preenfatizados, para eliminar posibles niveles de contínua, con un filtro digital de función 

de transferencia H (z) = 1 - 0.95 z-t, Y a partir de éstos se evaluan las funciones energía y 

pasos por cero, conespondientes a las secuencias de valores de la energía y el número de 

cruces por cero de los segmentos de senal. 

Estas dos funciones temporales son utilizadas por el algoritmo de delimitación en la 

forma siguiente. En primer lugar, se utilizan los 192 primeros milisegundos (12 primeros 

segmentos) de la sen al , que se asumen correspondientes al silencio inicial de la palabra, 

para estimar las características del silencio, para lo que se evaluan los valores medios de la 

energía y los cruces por cero, así como la desviación típica de este último valor. El 

algoritmo también extrae el valor máximo de la energía de los segmentos de senal sobre la 

totalidad de la senal. 
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Con estos parámetros, se calculan tres umbrales. Un umbral superior de energía 

UESUP, que se elige de fonna que se asegure que todos los segmentos de seftal con 

energía superior a este valor conespondan con certeza a la palabra y no a los silencios 

inicial o final. Un umbral inferior de energía UEINF y un umbral de pasos por cero UZS, 

detenninados de fOlma que los segmentos de seftal conespondientes al silencio presenten 

energías superiores a UEINF o un número de pasos por cero superior a UZS (para 

consonantes fricativas con baja energía pero con componentes de alta frecuencia). 

Una vez detenl1inados estos tres umbrales, el algoritmo procede de la siguiente fonna 

para la delimitación del inicio de la palabra. En primer lugar, se procesan los segmentos de 

señal desde en primero hacia adelante, hasta encontrar uno cuya energía supera el umbral 

UESUP. A partir de este punto, el algoritmo retrocede hasta encontrar un segmento cuya 

energía no supera el umbral UEINF, ni su número de cruces por cero es superior al 

umbral UZS. En este punto el algoritmo decide la colocación del límite inicial de la 

palabra. La delimitación del final de la palabra se realiza de fOlllla simétrica a partir de 

último segmento de la misma. 

El algoritmo también incorpora lógica adicional para evitar delimitaciones inconectas 

como las que provocan silencios que ocasionalmente pueden aparecer en detenninadas 

palabras. Estos conesponden la mayoría de las veces a los silencios previos a las 

consonantes plosivas. 

En la siguiente figura se muestra esquemáticamente el funcionamiento del algoritmo 

en la delimitación de la palabra /SEIS/. La línea contínua representa la energía logarítmica, 

y la discontfnua el número de pasos por cero . 

\ 
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Figura 2.1. Delimitación de !SEIS! 

2.5. RESUMEN DE CARACTERISTICAS 

A continuación resumimos las características principales de las base de datos. 

VOCABULARIO 16 palabras. Dígitos (0-9) y 6 
palabras clave. 

LOCUTORES 40 locutores. 20 masculinos y 
20 femeninos. 

REPETICIONES 1920 palabras. 120 repeticiones 
de cada palabra, 3 por locutor. 

MUESTREO Frecuencia 8 KHz. Ancho de 
banda [60 Hz, 3800 Hz]. 
Representación 12 bits en com-
plemento a 2. 

. 

RELACION SEÑ AL/RUIDO 23.95 dB. 
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CAPITULO 3 

MODELOS OCULTOS DE MARKOV 

3.1. PROCESOS DE MARKOV 

En este apartado introduciremos el concepto de proceso de Markov como paso previo 

a la introducción de un concepto más general de modelado de procesos estocásticos, los 

Modelos Ocultos de Marlcov. 

3.1.1. LA PROPIEDAD DE MARKOV 

Un proceso de Markov se define como un proceso estocástico [Kampen81] en el que, 

para cualquier secuencia de instantes de tiempo de la fonlla tl<t2< ... <t", se verifica 

Es decir, que la densidad de probabilidad condicional de la variable estocástica Y en el 

instante de tiempo t" dado el valor Y,,-l de la variable en el instante de tiempo anterior t,,-l 

está definida de founa única y es independiente del conocimiento de los valores de la 

variable en instantes instantes de tiempo anteriores a tn-l. 

Un proceso de Markov está determinado de forma única por el conocimiento de las 

funciones densidad de probabilidad 

(3.2a) 

(3.2b) 

que determinan la función densidad de probabilidad inicial y condicionada respectivamente. 

32 
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Esta última se denomina probabilidad de transición. Conocidas éstas densidades de 

probabilidad es posible reconstruir la jerarquía completa del proceso, a través de la 

secuencia de instantes de tiempo, en la fonna 

11 

PlIlI -l(yll,tIl IYl,tl;Y2,t2; ... ;YII-l,tll -l) = P 1(Yl,tl) TI P 1I1(ym,tm IYm-l,tm-l) (3.3) 
m=2 

Donde PI representa la densidad de probabilidad incondicional de un suceso y P 1111 

representa la densidad de probabilidad de un suceso condicionado a un conjunto de n 

sucesos. Esta propiedad es la que hace manejables a los procesos de Marlc:ov, y es la razón 

de su utilidad en múltiples aplicaciones. 

Hay múltiples ejemplos de procesos físicos que verifican la propiedad de Marlc:ov, y 

por tanto pueden considerarse como procesos de Markov. El más antiguo conocido es el 

del movimiento Browniano, pero también lo son el decaimiento en la actividad radiactiva 

de sustancias o la disociación de las moléculas de un gas binario [Kampen81]. 

La propiedad de Markov puede aplicarse a un gran número de situaciones en las que 

la variable estocástica que detennina el proceso puede ser contínua o discreta, univariada 

o multivariada, y la variable tiempo discreta o contínua. 

3.1.2. CADENAS DE MARKOV 

Una clase especial de procesos de Marlc:ov de particular interés es la constituida por 

procesos de Markov en los que, tanto la variable tiempo como la variable estocástica del 

proceso son discretas. Este tipo de procesos se denominan Cadenas de Markov. Una 

cadena de Marlc:ov es un proceso de Marlc:ov que verifica las siguientes propiedades 

1) El rango de la variable estocástica Y es un conjunto discreto de estados. 

2) La variable tiempo es discreta, y toma valores enteros. 

t = ... ,-2,-1,0,1,2, ... 

3) El proceso es estacionario o al menos homogéneo en el tiempo, de fonna que las 

probabilidades de transición dependen únicamente de la longitud del intervalo de 

tiempo considerado y no de los instantes de tiempo que lo delimitan. 
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Con respecto a la última restricción, en la bibliografía se pueden encontrar definiciones de 

cadenas de Marlcov en las que no figura la exigencia de homogeneidad temporal, 

denominando Cadenas Homogéneas de Markov a aquellas que verifican dicha propiedad. 

Por último, denominaremos Cadenas Finitas de Markov a aquellas en las que el 

rango de la variable estocástica sea finito. 

Un ejemplo de este tipo de procesos son las denominadas Fuentes de Markov de 

primer orden [Abramson74], que son modelos de fuentes de infoIlnación en los que se 

supone que el símbolo emitido por la fuente depende del emitido en el instante de tiempo 

anterior. En este caso, el modelo del proceso de emisión de símbolos constituye una 

cadena de Marlcov para la que el último símbolo emitido constituye el estado de la fuente, 

de esta fonna, el conjunto de estados S={s¡ }¡ .. L.1t coincide con el alfabeto de la fuente, y 

la propiedad de Markov establece que 

(3.4) 

donde y~-l = Y 1Y2 ... YI-l define la secuencia de símbolos generados por la fuente. Las 

probabilidades de transición ajj quedan definidas en la founa 

(3.5a) 

(3.5b) 

y son, por la propiedad de homogeneidad temporal, independientes del instante de tiempo 

considerado. 

En la figura 3.1 se muestra un modelo para una fuente de Marlcov de primer orden 

con alfabeto fuente ternario. 

El concepto de fuente de información de Markov puede extenderse a situaciones en 

las que la dependencia en los símbolos emitidos se extiende a un número finito m de 

símbolos emitidos por la fuente con anterioridad, en cuyo caso se habla de Fuentes de 

Markov de orden m, para las que se puede escribir una relación similar a la que verifican 

las de primer orden en la forma 
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00.0 00.1 a 1 1 • 

010 • 

00.2 

Figura 3.1. Fuente de Markov ternaria de primer orden 

P(y Iyl-l) _ P(y Iyl-l) 
I 1 - I I-m (3.6) 

En este caso, los estados están constituidos por las n m combinaciones de los m últimos 

símbolos emitidos por la fuente 

s = {Oi } (3.7a) 

o- = s- s- ... s-
I '1 '2 ,", (3.7b) 

En este caso, no todas las transiciones entre estados están peJillitidas como se muestra en 

la figura 3.2, sino que sólo las nM'n transiciones provocadas por la generación de cada 

uno de los n símbolos en los n M estados pueden ser distintas de cero. Puede apreciarse 

de la comparación de los dos ejemplos antes descritos que no existe diferencia cualitativa 

entre los modelos de las dos fuentes de infoJillación, más que en la topología del modelo, 

controlada por los valores de las probabilidades de transición. 
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000,00 000,01 

Sal 

010,01 

010,00 001 ,11 

001,10 

011 ,1 0 011 ,11 

Figura 3.2. Fuente de información de Markov binaria de segundo orden. 

3.2. MODELOS OCULTOS DE MARKOV 

Los modelos de Markov antes introducidos han sido aplicados a una gran variedad de 

situaciones de fonna satisfactoria; sin embargo conllevan una restricción implfcita en cuan­

to a que el estado del proceso debe ser observable, condición demasiado restrictiva para 

detelminados tipos de procesos. A continuación extenderemos el concepto de Modelo de 

Markov para englobar aquellas situaciones en las que el estado del sistema a describir es 

sólo observable de fOlllla indirecta a través de una varibale probabilfsticarnente asociada al 

mismo. El modelo resultante lo denominaremos, en adelante, Modelo Oculto de Markov, o 

HMM (de las iniciales de la denominación inglesa Hidden Markov Model). 

Esta denominación alude al hecho de que en un HMM, el proceso a modelar está 

compuesto por dos procesos estocásticos, uno collespondiente a la secuencia de estados a 

través de los cuales evoluciona temporalmente el sistema, que no es observable 

directamente (pennanece oculto), y otro, asociado al anterior, que produce las 

observaciones y que depende unicarnente del estado actual del sistema. 
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• 
Para fijar ideas expondremos a continuación un ejemplo cl{tsico [Rabiner89] que 

corresponde a un experimento de extracción de bolas coloreadas de un conjunto de urnas. 

Supongamos que se dispone de un conjunto de N =4 urnas cada una de las cuales 

contiene bolas de M =3 colores diferentes en diferentes proporciones, y supongamos 

adem{ts que una persona extrae una serie de bolas de estas urnas en la forma siguiente: 

Primero se elige una urna con un detenllinado criterio, a continuación se extrae una bola de 

esta urna; una vez hecho ésto, se elige la urna de la que se extraerá la siguiente bola 

basándose en un criterio que depende únicamente de la urna actualmente seleccionada, y de 

ésta se extrae una nueva bola. El proceso de selección/extracción se repite hasta haber 

extraido una secuencia de T bolas. 

Si denominamos {U ¡,U 2'U 3'U 4} al conjunto de urnas y {R, V ,A} al conjunto de 

tipos (colores) de bolas, la secuencia de colores obtenida será, por ejemplo, de la fonna 

URNA 1 

P(R)=b 1 (1) 

P(V)=b 1 (2) 

P(A)=b 1 (3) 

X={R,V,R,A,A, ... ,V} 

URNA 2 

P(R)=b 2 (1 ) 

P(V)=b 2 (2) 

P(A)=b2 (3) 

URNA 3 

P(R)=bJ (1 ) 

P(V)=b J (2) 

P(A)=bJ (3) 

URNA 4 

P(R)=b4 (1 ) 

P(V)=b 4 (2) 

P(A)=b4 (3) 

Figura 3.3. Ejemplo de las bolas y las urnas 



38 

que conesponderá a las observaciones del proceso, asociada a la cual existirá una 

secuencia de urnas seleccionadas durante el proceso de extracción 

que pennanece oculta al observador. 

El proceso global puede caracterizarse por un proceso de Markov, que dete) mina la 

selección de las sucesivas urnas, y que penuanece oculto al observador, de fonua que el 

estado del sistema queda caracterizado por la urna actualmente seleccionada; y un proceso 

mediante el cual se selecciona una bola a extraer de la urna actual, que es el observable, y 

que sólo depende de la urna actualmente seleccionada 

La caracterización de este proceso requiere la caracterización individual de los dos 

procesos que engloba, es decir, será necesario especificar el proceso de selección de urnas, 

que necesitará de las probabilidades de transición de estados, y de la distribución inicial de 

probabilidades de los estados del modelo; y la caracterización del proceso de extracción 

asociado a cada urna, detenuinado en este caso por las cantidades de bolas de cada color 

en cada urna, es decir, las probabilidades de extracción de cada tipo de bola en cada urna. 

3.2.1. ELEMENTOS DE UN HMM 

A continuación describiremos los elementos que deteIJllinan un modelo oculto de 

Marlcov, y la fOIJna en que éste puede utilizarse para modelar un proceso estocástico corno 

el descrito con anterioridad. 

Un Modelo oculto de Markov queda caracterizado por lo siguiente: 

1) El conjunto de N estados del modelo. Aunque la secuencia de estados pennanece 

oculta al observador, es interesante en muchas situaciones, obtener información sobre 

la misma, ya que los estados suelen tener un significado físico (en el ejemplo, 

conesponden a la secuencia en que las urnas son seleccionadas). Denominaremos 

S = {Sj }¡=l.N a este conjunto de estados, que supondremos finito. 

2) El conjunto de probabilidades de transicibn de estados. Que denominaremos 

A = {ajj }jJ=l..N, definidas en la fonna 
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19,jgv (3.8) 

donde y, denota el estado del modelo en el instante de tiempo t. Este conjunto de 

probabilidades detenninará la topología del modelo. As!, para un modelo en el que 

cada estado puede ser alcanzado desde cualquier otro en un s610 paso, 

a¡{>ü 19 ,jgv. En general, los modelos pueden tener a¡j=O para una o más 

parejas de valores (i ,j)o En cualquier caso deben verificar 

a" > O IJ - 1<' '<AT _l ,j:::::lY 

(3.9a) 

(3.9b) 

3) La distribución de probabilidad de estados inciales. Que denominaremos 

ll={7t¡ }¡=1.N, definida en la fonna 

(3.10) 

donde y 1 representa el estado conespondiente al instante inicial. 

4) lLlS probabilidades de generación de observaciones. Que caracterizarán el proceso 

de producci6n asociado a cada uno de los estados del modelo, y que denominaremos 

B = {b¡(v)}¡=1.N, definido en la fonlla 

b¡(v) = P(x,=v Iy,=s¡) l~igv (3.11) 

en donde x, representa el valor de la observación en el instante de tiempo t. 

Supondremos que el proceso de generación de observaciones es independiente del 

tiempo, y que únicamente depende del estado actual del modelo. Estas probabilidades 

están representadas a través de funciones densidad de probabilidad en el caso en que 

las observaciones sean magnitudes continuas, o distribuciones de probabilidad, en el 

caso en que las observaciones sean discretas. Ambos casos se discutirán más 

adelante, definiendo dos tipo de HMM, los discretos, o modelos con observaciones 

discretas y los contínuos, para los que las observaciones son contínuas. 
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De esta fonna, un modelo HMM queda definido por la especificación de los 

conjuntos TI, A Y B . En adelante utilizaremos la notación compacta 

A. = (TI ,A ,B ) • (3.12) 

para referimos a un determinado modelo 1... Una vez especificado, ~ste puede utilizarse para 

generar secuencias de observaciones X = x }x2 ... xr en la fOlIna siguiente: 

1) Elegir un estado inicial y} =s ¡ de acuerdo con la probabilidad 1t¡. 

2) Fijar el contador de tiempo t=1. 

3) Seleccionar una producción Xt=v de acuerdo con la probabilidad b¡(v). 

4) Seleccionar un nuevo estado Yt+}=Sj de acuerdo con la probabilidades a¡j' 

5) Incrementar el contador de tiempo t=t+1. Si t<T ir al paso 3, en otro caso terminar. 

3.2.2. LOS TRES PROBLEMAS BASICOS DEL MODELADO HMM 

Una vez definido el modelo para un determinado proceso, surgen tres problemas 

relacionados con la posible aplicación de dicho modelo, y que pasamos a describir a 

continuación. 

Problema 1: Dada una secuencia de observaciones X[ = x}x2 ... xr y un modelo 1.., 

cómo evaluar eficientemente la probabilidad condicional P (X[ 11..) de que la 

secuencia haya sido generada por el modelo. 

Problema 2: Dada una secuencia de observaciones X[ = x }X2 ... Xr y un modelo 1.., 

cómo determinar la secuencia de estados Y [ = y tY 2 ... Yr que mejor explica 

(en un cierto sentido) la generación de la secuencia de observaciones por 

parte del modelo. 

Problema 3: Dada una secuencia de observaciones X[ = X}X2 ... xr cOlIespondiente a un 

proceso que se desea modelar, cómo ajustar los parámetros del modelo 

A. = (TI, A ,B ) de forllla que se maximice la probabilidad de generación de 

dicha secuencia por el modelo. 

• 
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El primero es un problema de evaluación que, una vez resuelto, nos permitirá evaluar 

eficientemente la probabilidad de generación de una cierta secuencia de observaciones por 

un modelo, probabilidad que se puede utilizar para clasificar las secuencias de 

observaciones. Punto básico de la aplicación de este tipo de modelos al reconocimiento. 

La solución al segundo problema nos permitirá extraer infonnación sobre el proceso 

oculto, en términos de la secuencia óptima de estados, lo que nos permitirá interpretar el 

significado de los estados del modelo, y extraer parámetros estadísticos sobre los estados 

del modelo como probabilidades de producción de observaciones, duraciones medias de los 

estados, etc. Estos parámetros se pueden incorporar al modelo como veremos más adelante. 

El último es un problema de entrenamiento, cuya solución nos permitirá desarrollar 

un método para obtener los parámetros de un modelo en base a secuencias de 

observaciones del proceso que se va a modelar, de forma que se obtenga un modelo 

óptimo en el sentido de que maximice la probabilidad de generación de la secuencia de 

observaciones. 

A continuación describiremos las soluciones a estos tres problemas para el caso 

particular de modelos con probabilidades de producción discretas; para extenderlas después 

a modelos con densidades de probabilidad de producción de observaciones contfnuas. 

3.3. MODELOS OCULTOS DE MARKOV DISCRETOS 

Como ya indicamos en los apartados anteriores, en los HMM discretos se supone que 

las observaciones del proceso son símbolos pertenecientes a un alfabeto discreto y finito 

v = {v¡} l~i5M (3.13) 

donde M es el número de símbolos del alfabeto. 

Este tipo de modelos es para el que inicialmente se fOIlllularon las soluciones a los 

problemas de evaluación, entrenamiento y decodificación que a continuación pasamos a 

describir . 
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3.3.1. SOLUCION AL PROBLEMA DE EVALUACION 

Supongamos una secuencia de observaciones (símbolos) 

(3.14a) 

de longitud T, Y una secuencia de estados 

yf = YlY2 ... YT (3. 14b) 

donde y 1 es el estadol inicial de la secuencia. 

La probabilidad de que un deteIlllinado modelo A. genere la secuencia de 

observaciones xf cuando la secuencia de estados recorridos por el modelo es Yf se puede 

escribir en la fOIl na 

T 
P (Xf IYf ,A.) = TI P (XI IYI ,A.) (3.15) 

1=1 

donde se ha supuesto que las observaciones en diferentes instantes de tiempo son 

estadísticamente independientes. 

De otro lado, la probabilidad de que el modelo recorra la secuencia de estados Yf se 

puede escribir, utilizando la propiedad de Markov, en la fOBlla 

lEn adelante supondremos que los estados están numerados del 1 al N, Y que las variables YI 

toman consecuentemente valores enteros entre 1 y N. 



p(yf lA.) = P(yT Iyf-l ,A.)-p(Yf-l lA.) 

• • • 

T 
= P(ytlA.)·rr P (Yt IYt-t,A.) 

t=2 

o bien, utilizando las definiciones de TI y A 

T 

p(YfIA) = 1ty¡ rr tly,_¡y, 
t=2 

La probabilidad del suceso conjunto de la secuencia de observaciones y estados es 

43 

(3.16a) 

(3. 16b) 

(3.17) 

y por 10 tanto, la probabilidad de generación de la secuencia de observaciones se puede 

obtener sumando la probabilidades conjuntas (3.17) para todas las posibles secuencias de 

estados 

p(xf lA.) = 1:P(xf IYf,A)·p(Yf lA) 
Yf 

T 

= 1: 1ty¡·by¡(Xt)·rr tly,_¡y, ·by,(xt ) 
y¡12 ... YT t=2 

(3.18a) 

(3.18b) 

Esta expresión conlleva un número de cálculos del orden de 2TNT productos. Basta con 

observar que, para cada uno de los sumandos de (3.18b), es necesario realizar (2T -1) 

productos, y que la sumatoria múltiple contiene T sumatorias sencillas de N sumandos, 
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luego se tiene un total de N T sumandos, y por lo tanto el número total de productos sed 

de (2T-l)N T . 

Esta cantidad de productos hace inaplicable la expresi6n anterior para el cálculo de la 

probabilidad de generaci6n ya que, incluso para valores moderados de número de estados y 

duraciones de secuencias, el número de productos es muy elevado (N=5 con T=50 resulta 

en 1037 productos y con T=100 en 1072 productos). 

Afortunadamente, existe un algoritmo recursivo que pellllite obtener esta probabilidad 

de fOlIna eficiente, es el denominado Algoritmo Forward-Backward [Baum68a, Baum67] 

(Adelante-Atrás en Espaflol). 

El algoritmo Forward-Backward 

Consideremos la variable 

a,(i) = P(XIX2 •.. X, ,y, =Si lA.) (3.19) 

que representa la probabilidad de generar la subsecuencia x~, de fOllna que el modelo 

queda en el estado final Si' Es fácil ver que para a, (i) se puede establecer la siguiente 

recursi6n 

Evaluación Forward 

1) Inicialización: 

2) Recursión: 

N 

a.,(i) = L a,-lv)-aji 'bi(x,) 
j=1 

3) Terminación: 

N 
p(Xf lA.) = L aT(i) 

i=1 

t=1,2, ... ,T 

1~i~ 

(3.20a) 

(3.2Ob) 

(3.2Oc) 
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El proceso de cálculo descrito por la recursi6n previa es el siguiente. En el paso de 

inicializaci6n, sólo se evalua la probabilidad de generar el primer sfmbolo en uno de los N 

estados del modelo. La recursi6n establece que la probabilidad de generar una subcadena 

de t símbolos tellninando en un cierto estado Si tiene en cuenta la contribuci6n de todas 

las posibles secuencias de estados que generan la subcadena de t-l sfmbolos previos 

finalizando en un cierto estado Sj multiplicadas por las probabilidades de transici6n entre 

estos estados y el Si' Y por último, la probabilidad de generar el último sfmbolo x, de la 

subcadena en el estado final Si' 

En la figura 3.4 se puede ver esquematizado el proceso de cálculo necesario para la 

evaluación de la probabilidad de generaci6n con este algoritmo. En la figura 3.4a se 
, 

muestran las operaciones necesarias para un paso de la recursi6n en el cálculo de las 

probabilidades parciales a., (i), y en la 3.4b se muestra la red de operaciones necesarias 

para la evaluación de la probabilidad de generaci6n de una cadena de 4 sfmbolos para un 

modelo con 3 estados. 

!lo!(I) 
1-1 

51 

o 2¡ !lo! (2) b¡(x t ) 
(o) !lo!(j) 1-1 

52 
°Ni 

t 
• • 
• • 
• • 

!lo! (N) • 1-1 
5N 

S 1 

+ 

(b) 

Figura 3.4. Evaluación Forward 
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De la recursión expuesta para el c{üculo de ex, (i), se puede deducir fácilmente el 

número de productos necesarios para la evaluación de la probabilidad de generación (o 

equivalentemente aT(i) Iggv). Para el c{üculo ex,(i) se requieren (N+l) productos para 

los valores 2Sts:r, y un producto para t=l; como hay que calcular N valores para cada 

instante de tiempo, tendremos en total N «N + 1 )(T -1)+ 1) productos, es decir que la 

complejidad es O (TN2) productos frente a los O (TNT ) requeridos para la evaluación 

directa de (3.18b). 

Aunque no es necesaria la segunda parte del algoritmo para la evaluación de las 

probabilidades de generación de cadenas, si lo será en la solución del problema de 

entrenamiento y por lo tanto pasamos a describirla a continuación. 

Supongamos una variable definida en la fonna 

(3.21) 

que representa la probabilidad de que el modelo genere una subcadena partiendo del estado 

y,=$¡ hasta el final t=T. 

Con esta definición, se puede establecer una recursión de la fonIla 

Evaluación Backward 

1) Inicialización: 

2) Recursión: 

N . 

!3,(i) = L a¡i"bj (xt+l)'!3t+lU) 
j=l 

3) Tenninación: 

N 
P(x[ 1)..) = L 1t¡'b¡(Xl)-!31(i) 

¡=l 

t=T-l,T-2, ... ,1 

l~i.gv 

(3.22a) 

(3.22b) 

(3.22c) 



47 

De la recursi6n (3.22) se puede deducir de fonna sencilla, que la complejidad 

computacional es, como en el caso de la evaluaci6n Forward, de O (N 2T) productos. 

En adelante denominaremos probabilidades adelante a las cantidades a, (i) y 

probabilidades hacia atrás a las J3, (i). En la figura 3.5a se esquematizan las operaciones 

necesarias para el cálculo recursivo de las probabilidades hacia atrás. 

3.3.2. SOLUCION AL PROBLEMA DE DECODIF1CACION 

A diferencia del problema de evaluaci6n, no existe una soluci6n única al problema de 

la obt~nci6n de la secuencia 6ptima de estados dada una secuencia de observaciones, sino 

que depende del criterio con que se defina esta secuencia 6ptima, asf, un posible criterio es 

el de extraer la secuencia de estados que verifica que las probabilidades de cada uno de los 

estados que la componen es máxima (dada la secuencia de observaciones y el modelo). 

Esta se puede obtener sin más que tener en cuenta que la magnitud 

b 1(xI+1) 
Il (1 ) 

51 1+1 

b2 (XI+1) 
1l(2) Il (i ) (o) 

52 1+1 
1 5 · I • • 

• • 
• bN(XI+1) • 

Il (N) 
1+ 1 

5N 

(b) 
• 5· • 
• I • 
• • 

ot (i) 
1 

11
1 
(j) 

• • 
1-1 1 1+1 

Figura 3.5. a) Evaluación Backward y b) probabilidades adelante y atrás 

• 
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1,(i) = P(y,=Sj IX[ ,A) (3.23) 

que representa la probabilidad de que el modelo A se encuentre en el estado Sj en el tiempo 

t, durante la generación de la cadena de símbolos X[, puede calcularse en función de las 

probabilidades adelante y atrás en la forma 

(i) = ex,(i)J3,(i) 
1, P(X[ lA) 

--
ex, (i) 13, (i ) 

N 

L a,U) 13, U) 
j=l 

l~ig¡ 

l~t~T 

(3.24a) 

(3.24b) 

dado que el producto de las probabilidades adelante y atrás para un mismo estado Sj en el 

mismo instante de tiempo t representa la probabilidad de que el modelo visite el estado Sj 

en el instante de tiempo t durante la generación de una deteIlninada cadena de 

observaciones (ver figura 3.4), mientras que la suma sobre los N estados del modelo 

representa la probabilidad total de generación de la secuencia de observaciones. Este valor 

se denomina usualmente Probabilidad de ocupación de estados. 

Con esta definición, para extraer la secuencia de estados de máxima probabilidad 

basta con seleccionar aquellos estados para los que "t, (i) es máxima 

1'* •• • y 1 = YtY2 ... Yr 

y,. = argmax {1, (i)} 
lSiSN 

(3.25a) 

l::;t ::;T (3.25b) 

Ese método, aunque sencillo, presenta varios inconvenientes. El primero de éstos es que, al 

realizar una optimización local de estados, es posible obtener una secuencia de estados 

imposible para el modelo si éste contiene transiciones prohibidas (algunos ajj son nulos). 

Además, no está garantizado que la secuencia de estados obtenida sea la de máxima 

probabilidad de generación de la secuencia de símbolos. Por estos motivos, se suele utilizar 

un criterio diferente en la selección de la secuencia óptima de estados que es el siguiente: 

Seleccionar la secuencia de estados para la que la probabilidad de generación condicionada 

es máxima 



Yf = ar~ax {p(xf Iyf ,A} 
yT 

1 
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(3.26) 

De nuevo, el cálculo directo de (3.26) para la obtención de la secuencia óptima de estados 

presenta una complejidad que hace inaplicable dicha relación incluso para valores 

razonables de N y T. En su lugar, expondremos un algoritmo recursivo del estilo del 

Forward-Backward denominado Algoritmo de Viterbi [Viterbi67a, Fomey73] 

Algoritmo de Viterbi 

Definamos la variable 

0t (i) = p. (x ¡X2 " .. XT Iyt=s¡ ,A) (3.27a) 

-- max {P(X¡X2·"· Xt IY¡Y2 ... Yt-¡,yt=s¡,A)}} 
YIY2 " " " Y'-1 

(3.27b) 

Cuyo significado no es otro que el de la probabilidad máxima de generación de una 

secuencia de t símbolos sobre cualquier secuencia simple de estados cuyo estado final es 

el s¡. Es sencillo demostrar que esta variable verifica una relación de recullencia de la 

fonna 

Ot(i) = max {Ot-¡U)"aJ"¡ }"b¡(xt ) 
¡Sjgo¡ (3.28) 

Es claro que, para recuperar la secuencia de estados que generan la probabilidad máxima, 

es necesario almacenar los valores del argumento que maximizan (3.28), y para ésto 

utilizamos una matriz 'Vt(i). A continuación se presenta el algoritmo completo para la 

obtención de la probabilidad máxima de generación, y la secuencia collespondiente de 

estados. 



Algoritmo de Viterbi 

1) Inicialización: 

2) Recursión: 

3) Terminación: 

p·(XflA.) = max {&¡.(i)} 
I~SN 

y; = argmax {&¡.(i)} 
lSiSN 

t=I,2, ... ,T 

l~igv 

t=1,2, ... ,T 

l~igv 

4) Recursión para obtener la secuencia de estados: 

• • 
Yt = "'t+l(yt+l ) t=T-1,T-2, ... ,1 

3.3.3. SOLUCION AL PROBLEMA DE ENTRENAMIENTO 
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(3.29a) 

(3.29b) 

(3.29c) 

(3.29d) 

(3.2ge) 

(3.29f) 

Este es el más complejo de los tres problemas relacionados con el modelado HMM, 

el de seleccionar el conjunto de parámetros del modelo A.(TI,A,B) que maximiza la 

probabilidad de generación de una detenninada secuencia de observaciones xf. No existe 

ningún m~todo analítico conocido para resolver el problema, es más, dada una secuencia 

finita de observaciones, no es posible estimar de fonua óptima los parámetros del modelo 

[Rabiner89]. Sin embargo, se pueden optimizar los parámetros del modelo de fOIlIla que 

se maximice localmente la función probabilidad P (Xf lA.) mediante m~todos iterativos 

como el procedimiento Baum-Welch (o equivalentemente un m~todo EM de expectación­

modificación [Dempster77]), o mediante t~cnicas de descenso por gradiente [Levinson83]. 
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A continuación expondremos el m~todo de reestimación Baum-Welch, desanollado 

inicialmente por Baum [Baker75a, Baum681, que garantiza la convergencia uniforme hacia 

un máximo local de la función probabilidad de generación. 

En una forma similar a como se definición la probabilidad de ocupación de estados 

(3.23), se puede definir la probabilidad de transición de estados 

(3.30) 

que representa la probabilidad de que el modelo se encuentre en el estado si en el instante 

de tiempo t, Y se produzca una transición de fonna que en el instante de tiempo t+ 1, el 

estado sea el s j. Este valor puede expresarse, en ténninos de las probabilidades adelante y 

atrns, en la forma 

~(i ,j) = 
a., (i) aij bj(Xt+l) ~t+lU) 

p (Xf lA.) 

lSiSN 

ISjSN 

IStST-l 

(3.31a) 

(3.31b) 

en la figura 3.6 se muestra esquemáticamente la situación necesaria para el cálculo de 

~t (i ,j). 

Sumando sobre el índice de tiempo los valores de probabilidad de ocupación de 

estados, y de transición, se pueden obtener los valores esperados (para una cadena de 

símbolos y un modelo dados) del número de veces que un estado es visitado y el número 

de transiciones que se producen entre dos estados del modelo. 

Si sumamos "tt (i) para 1St ST, obtendremos el número esperado de veces que el 

modelo se encuentra en el estado Si' y si sumamos para IStST-l, obtendremos el número 

esperado de veces en que el modelo realiza una transición desde el estado Si. Además, si 

sumamos para lStST, con la restricción de que el símbolo observado sea el "1' 

obtendremos el número esperado de veces que el modelo genera el símbolo "A: en el estado 

Si. Por último, sumando ~t (i ,j) para 1 St ST -1, obtendremos el número esperado de veces 

• 



• s· s· • 
I J • • 

• • 

~ (i) ~(j) 
t t+l 

E ) 

t-l t t+l t+2 

Figura 3.6. Esquema para el cálculo de ~, (i ,j) 

que se produce un transici6n entre los estados Si y Sj' 

T 
L 1, (i) = número esperado de visitas a Si 

1=1 

T 

L 11(i) = número esperado de observaciones vA: en Si 
1=1 

x/-I/l 

T-l 

L 1, (i) = número esperado de transiciones desde Si 
1=1 

T-l 
L ~, (i ,j) = número esperado de transiciones desde Si a Sj 

1=1 
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(3.32a) 

(3.32b) 

(3.32c) 

(3.32d) 

Con estas definiciones, se puede establecer las siguientes f6111lulas para la reestimaci6n de 

los parámetros obteniendo un nuevo modelo Xcn,X ji) 



• 
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(3.33a) 

T-l 
L ;, (i ,j) 

(3.33b) 
_ 1=1 
a·· = --=--:---'J T-l 

L 1,(i) 
1=1 

T 

L 11(i) 
1=1 

- x,-lIi 
b¡ (k) = --=T-- (3.33c) 

L 1, (i) 
1=1 

Baum [Baum68] mostró que si, a partir de un modelo A.(TI,A,B), y utilizando las 

ecuaciones (3.33), se obtiene un nuevo modelo A(ll'x ,8), la probabilidad de generación de 

la secuencia dado el modelo A es siempre mayor que la obtenida para el modelo inicial A., 

excepto cuando se alcanza un valor crítico de la funci6n probabilidad en cuyo caso las dos 

probabilidades coinciden. 

Esta prueba garantiza una convergencia unifonne del método de reestimación, y es la 

base para el desanollo de un algoritmo iterativo de reestimaci6n de los parámetros del 

modelo, simplemente estimando y actualizando los parámetros del modelo hasta un punto a 

partir del cual la probabilidad no varía apreciablemente. Este método es comunmente 

denominado Estimación de Máxima Probabilidad [Dempster77], dado que maximiza la 

función probabilidad de generación en función de los parámetros del modelo. 

Otra ventaja de este método es que las restricciones estocásticas sobre los parámetros 

del modelo reestimado se verifican de fonna automática. Es fácil de comprobar a partir de 

(3.33) y las definiciones de 1, (i) Y de ;, (i ,j), que se verifica 



N 

l: Jti = 1 
i=l 

N 
~i1.··=1 ~ I} 

j=l 

M 
l: b;(k) = 1 
k=l 

54 

(3.34a) 

(3.34b) 

l~i$N (3.34c) 

Las ecuaciones (3.33) pueden obtenerse de fOIllla directa maximizando la función auxiliar 

de Baum 

Q (A,A) = l:P (X[ ,Y[ IA)-1ogP (X[ ,Y[ lA) 
yT 

1 

para la que es sencillo comprobar que se verifica 

Q (A,A) - Q (1..,1..) ~ P (x[ lA) - P (x[ 11..) 

y consecuentemente 

Q (A,A) ~ Q (1..,1..) => P (x[ lA) ~ P (x[ 11..) 

(3.35) 

(3.36) 

(3.37) 

Alternativamente, se pueden obtener las relaciones (3.33) maximizando directamente 

las función probabilidad P = P (X[ 11..) mediante un método tradicional tal como el de los 

multiplicadores de Lagrange, para el que se obtienen las relaciones 



• 

-
bi(k) = 

bi(k) a~~k) 
~ b (/) ap 
I~ i abi(/) 
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(3.38a) 

(3.38b) 

(3.38c) 

a partir de la cuales, expresando adecuadamente P (Xf lA.) en función de las probabilidades 

adelante y atrás, se obtienen las mismas relaciones que en (3.33). 

Por último, indicar que el problema puede contemplarse globalmente como una 

optimización de parámetros, y utilizar técnicas de descenso por gradiente para la estimación 

iterativa de los parámetros del modelo. Esta aproximación permite utilizar otros criterios 

de optimización como el MMI (o de Máxima Infonnación Mútua) [Lowerre80] que se basa 

en maximizar la inforlllación mútua promedio entre el conjunto de secuencias de 

entrenamiento y el conjunto de modelos a diseñar, cuando se desea diseñar conjuntamente 

una serie de modelos que se utilizarán con propósitos discriminativos. 

3.4. MODELOS OCULTOS DE MARKOV CONTINUOS 

Como ya indicamos en el apartado 3.2.1, dentro de la forIllulación general de los 

modelos ocultos de Marlcov, puede suponerse que la variable estocástica asociada a la 

producción de observaciones es continua y en general multivariada, lo que fuerza a 

modelar las probabilidades de producción de observaciones como funciones densidad de 

probabilidad continuas de dicha variable. Asumido ésto, es necesario seleccionar una forma 

paramétrica para las funciones densidad de probabilidad que caracterizan las observaciones 

en cada estado del modelo, y establecer fórmulas para la estimación de los parámetros de 

dichas funciones densidad de probabilidad. Las fórlllulas de estimación del resto de los 
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parámetros del modelo, así como los algoritmos de evaulación y decodificación antes 

expuestos, no se ven afectados por esta modificación más que en lo que concierne a la 

evaluación de los valores b¡(xt ). 

La forma más general para las funciones densidad de probabilidad asociadas a los 

estados del modelo, para las que se han descrito fÓUI1ulas expHcitas de reestimaci6n 

[Liporace82a, Juang86], es la formada por una combinaci6n lineal finita de la forllla 

M 
b¡(x) = L Cim ·9(x ,J.l¡nI'Lim) (3.39) 

m=l 

donde x es un vector continuo de observaciones (generalmente multivariado), y 8 es una 

funci6n densidad de probabilidad gausiana de vector media J.l¡m Y matriz de covarianza Lim 

que fOlIna parte de la combinación lineal con peso relativo Cim' valores que 

denominaresmos en adelante coeficientes de la mezcla. Estos coeficientes verifican las 

relaciones 

M 
L Cim = 1 (3.40a) 

m=l 

Cim ~ O (3.4Ob) 

de fOulla que las densidades de probabilidad así obtenidas verifican la propiedad de 

nOlIualizaci6n 

In 

b¡(x)dx = 1 l~igv (3.41) 
-" 

Esta formulación es general, dado que una funci6n densidad de probabilidad como la 

descrita en (3.39), puede aproximar arbitrariamente cualquier a cualquier densidad de 

probabilidad finita sin más que tomar un número suficientemente elevado de reuninos en la 

combinación lineal. 

Se puede demostrar [Liporace82a, Juang86] que las f6unulas de reestimaci6n para los 

coeficientes de la mezcla así como para los vectores media y matrices de covarianza son de 

la founa siguiente 



T 

~"t,(i.m) 
_ '=1 
Co = -=-=--::=----
"" M T 

~ ~ "t,O ,k) 
k=I,=1 

T 
~ "t, (i .m )·x, 
,=1 

JIim = -'-M,...:--::T:----

~ ~ "t,(i,k) 
k=1 '=1 

T 
~ "t,(i.m )o(X,-llim)-(x,-lliml 

- '=1 L o = -----------------------
"" M T 

~ ~ "t,(i ,k) 
k=1 '=1 
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(3.42a) 

(3.42b) 

(3.42c) 

Siendo "t, (i .m) un generalización de la variable "t, (i) definida para la reestimación en 

modelos discretos, que representa la probabilidad de que el modelo utilice el componente 

m de la mezcla en el estado Si yen el tiempo t para la generación de la observación 

"t,(i.m) = 
<x, (iH3,(i) 

N 

~ a,U)·~,U) 
j=1 

• 
Cim oe(x, ,Ilim ,Lim) 
M 

~ Cjk ·e(X"lli.bLI:~) 
k=1 

(3.43) 

Aunque esta fOIlllulación es general, se pueden encontrar en la bibliografía 

[poritz82a, Juang85] fonDulaciones particulares para modelos autOllegresivos de las 

observaciones, que no discutiremos aquí ya que no utilizaremos este modelado para las 

observaciones. 
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3.5. IMPLEMENT ACION DE LOS MODELOS 

Como parte final de este capítulo, discutiremos algunas cuestiones relacionadas con la 

implementación del modelado HMM. En concreto trataremos las referentes al rango de 

valores de las probabilidades de generación, la estimación de los parámetros del modelo 

con mútiples secuencias de observaciones, la elección de los valores iniciales de los 

parámetros del modelo, y los efectos del número finito de observaciones. 

3.5.1. ESCALADO Y COMPRESION LOGARITMICA 

Si consideramos la expresión (3.19), que define la probabilidad hacia delante a, (i) y 

(3.l8a-b), es fAcil concluir que ésta puede expresarse en la fOlllla 

o.,(i) = L 
y ¡Y2 ... Y,-¡ 

1-1 1-1 

1ty¡. rr ay~_¡y~ . rr by~(x't) 
't=2 't=1 

(3.44) 

y dado que 1t¡, a¡j y b¡ (x) son, en valor absoluto, inferiores a la unidad (frecuentemente 

muy inferiores), el valor absoluto de a, (i) decae exponencialmente a cero con t, lo que 

presenta un problema de representación para éstos valores cuando los algoritmos se han de 

implementar en una computadora. Se han propuesto al menos dos soluciones a este 

problema, que pasamos a describir a continuación . 
• 

CompresiÓft Logarl 

Una posibilidad es la de representar las probabilidades a través de sus logaritmos, 

[Lee88b, Brown87], lo que realiza una compresión logarítmica de su rango de valores. 

Esta aproximación tiene el inconveniente de que es necesario calcular el logaritmo de una 

suma de probabilidades en función de los logaritmos de las mismas. No existe solución 

analítica exacta a este problema, sin embargo se puede obtener una solución aproximada de 

la forma siguiente: 

Supongamos que PI Y P 2 son dos probabilidades tales que P 1 ~ P 2. Podemos 

escribir 

• 
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(3.45a) 

(3.45b) 

(3.45c) 

de la misma fOlIna se puede escribir una expresi6n simétrica para el caso P 2 ~ PI' de 

fOllna que el exponente de b en (3.45c) sea menor que la unidad, y establecer una tabla de 

valores de la founa 

T(n) = 
lOgb(l+b ll

) ; T(n) ~ 0.5 

O ; en otro caso 
(3.46) 

con n = 0,-1,-2, ... ,-L, de donde puede obtenerse al valor de L en funci6n de la base 

b del logaritmo en la fOIOla 

(3.47) 

La elección de la base b determina la precisi6n de la representación. AsI, K.F. Lee 

[Lee88b] utilizó una base b=l.OOOl, con una tabla de 99041 valores. De esta fOllna, se 

puede utilizar la aproximaci6n 

10gb P 1+T[logbP2-10gbP 1] ; P1~2 

10gb (P 1'p z) = 10gbP 2+T [logbP 1-10gbP 2] ; P 2~ 1 
(3.48) 

Una soluci6n exacta al problema de la representaci6n de las probabilidades de 

generaci6n del modelo es la de modificar los algoritmos de cálculo para introducir un 

escalado dinrunico de los valores [Levinson83] en funci6n del índice de la recursi6n t. 

Para hacer ésto definiremos, para el algoritmo Forward-Bakward, la variable escalada 

di (i), y la recursi6n modificada 

• 



• 

N 
l'Lt(i) = L d,U)·aji ·bj(x, ) 

j=1 

1 
e, = N 

1: t:J., U) 
j=1 

Según esta recursión puede comprobarse [Rabiner89] que se verifican las relaciones 

I 

d, (i) = TIe't ·a, (i) = C, ·a,(i) 

--

--

~1 

a,(i) 
N 

1:a,U) 
j=1 

a., (i) 
P(X~ lA.) 
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(3.49a) 

(3.49b) 

(3.49c) 

(3.50a) 

(3.5Ob) 

(3.5Oc) 

Con lo que los valores escalados d, (i) son comparables para cualquier valor de t ya que el 

escalado fuerza a que estos valores sean los de a, (i) relativos a la probabilidad total de 

generación de la subcadena x~. 

Dado que de (3.50) se tiene 

1 1 
P(X~ lA.) = =--

C, I 

TIc't 
~1 

el logartimo de la probabilidad de generación puede calcularse en la 

fonna 

T 
10gP(X[IA.) = - 1:10ge, 

1=1 

• 

(3.51) 

(3.52) 
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Con estas definiciones. la recursi6n Forward queda modificada de la siguiente fOulla 

Evaluación Forward escalada 

1) Inicialización: 

1 c 1 = -c
N
:-:---,"---

L l'J., (i) 
;=1 

2) Recursión: 

N 
l'J.,(0 = L (J.,-IU)-aj; ·b;(x,) 

j=1 

1 c, = -c
N
:-:---,"---

L l'J., (i) 
;=1 

(J., (i) = c,·l'J., (O 

K, = K'-1 + logc, 

3) Terminación: 

10gP(X[ lA.) = -KT 

(3.53a) 

(3.53b) 

(3.53c) 

Con respecto a la recursi6n para obtener las probabilidades hacia atrás J3, (i). se podrra 

desanollar un algoritmo de escalado similar al anterioIlnente descrito. pero dado que los 

valores de estas probabilidades son de magnitud comparable a la de las probabilidades 

hacia delante. y para evitar cálculo innecesario, se pueden simplemente utilizar los valores 

c, para realizar el escalado, quedando el algoritmo modificado en la fonna 



Evaluacibn Backward escalada 

1) lnicializacibn: 

2) Recursibn: 

N 

~/(i) = L ajrb/Xl+l)-~I+IU) 
j=l 

~/(i) = C,·~,(i) 
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(3.54a) 

(3.54b) 

En base a la definici6n de estos algoritmos, es sencillo obtener las relaciones entre las 

probabilidades y sus coIlespondientes escaladas en la fonna 

Veri ficflndose además 

I 

ó., (i) = TI c't '0., (i) = e, '0., (i) 
't=1 

T 

~,(i)= TIc't ·~,(i)=D,·~/(i) 
't=l 

T 1 
TIc't = T 
't=1 P (X 1 lA.) 

Modificaciones a las f6nnulas de reestimaci6n 

(3.55a) 

(3.55b) 

(3.56) 

Las f6I1nulas de reestimaci6n no se ven afectadas por el proceso de escalado más 

que en lo que concierne al cálculo de los valores de las probabilidades de ocupaci6n 

de estados "(, (i) Y de transici6n de estados ~ (i ,j)o Estas se pueden calcular a partir de 

las probabilidades hacia delante y atrás escaladas en la fonna 



f:" (i ,j) = 
a, (i)-a¡j ·b¡(Xt+lH3j (t+ 1) 

p(Xf lA) 

. a, (i )·13, (i) 
1,(1)= p(XfIA) 

e, .a, (i )·13, (i )·D, 
--

e, 

t\ (o·a, (i) --
e, 

o bien en la fonna2 

N 
1, (i) = L f:" (i ,j) 

j=l 

N 

= L o.,U)-a¡rb/ Xt+l)-at+lU) 
j=l 

Compresióta Iogarltmica en el algoritmo de Viterbi 
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(3.57a) 

(3.57b) 

(3.57c) 

(3.58a) 

(3.58b) 

(3.58c) 

(3.59a) 

(3.59b) 

Para el algoritmo de Viterbi puede desanollarse también un escalado similar al 

utilizado para el Forward-Baekward [peinado89], sin embargo, es más sencillo y menos 

costoso modificar el mismo para utilizar una representación logarfttnica de las 

probabilidades en la forma 

~s sencilo comprobar (3.59) de la definición (3.31a) 

• 



de Viterbi 

1) Inicialización: 

2) Recursión: 

3) Terminación: 

logP· (X[ lA) = max {O¡.(i)} 
lSiSN 

4) Recursión para obtener la secuencia de estados: 

• • 
Yt = 'Vt+l(Yt+l) 

Donde 

1t. = log1t· I I 

d·· = loga·· IJ IJ 

A 

b¡(x) = logb¡(x) 

t=T-l,T-2, ... ,1 

ISiSN 

lSjSN 

t=I,2, ... ,T 

ISiSN 

t=1,2, ... ,T 

ISiSN 
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(3.60a) 

(3.6Ob) 

(3.6Oc) 

(3.6Od) 

(3.6Oe) 

(3.6Of) 

(3.61a) 

(3.61b) 

(3.61c) 

Esto es válido ya que la función logaritmo es estrictamente creciente, y en consecuencia 

log max {f (x)} = max {logf (x)} 
x x 

(3.62) 
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3.5.2. MUL'I'IPLES SECUENCIAS DE OBSERVACIONES 

En muchas situaciones, en las que por la naturaleza de los procesos a modelar, ~stos 

son de duración finita (ej. pronunciación de una palabra o fonema), no se dispone de una 

secuencia de observaciones de la suficiente duración como para poder estimar adecua­

damente los parámetros del modelo, por lo que es necesario utilizar varias secuencias de 

observaciones en la estimación de dichos parámetros. Dado que las fórmulas de 

reestimación están desanolladas para una secuencia simple de observaciones, es necesario 

modificarlas para poder tener en cuenta un conjunto de secuencias. 

Como las fórmulas de reestimaci6n (3.33) están expresadas es términos de 

frecuencias de ocullencia de deterlllinados sucesos, y suponiendo independencia estadfstica 

entre las diferentes secuencias de observaciones, se puede simplemente acumular los 

valores de las frecuencias de ocupación y de transici6n de estados para todas las secuencias 

del conjunto de entrenamiento, con lo que las f6rlllulas de reestimaci6n quedan modificadas 
• como SIgue 

L 
JI:¡ = L Yl (/)(i) (3.63a) 

1=1 

L T-l 
L L ;1 (l)(i ,j) 
1=11=1 

i1. .. = --------IJ L T-l (3.63b) 
L L y,<l)(o 
1=11=1 

L T 
L L YI (l)O ) 

1=11=1 
- x, V,t 

b¡ (k) = -L--T-----
(3.63c) 

L L YI (l)O ) 

1=11=1 

donde el superfndice (1) indica que los valores han sido obtenidos para la secuencia de 

observaciones 1, perteneciente a un conjunto de L secuencias 
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- - {X T1.x T1 .x TL } .:::.- 1 1 , •.. 1 (3.64a) 

(3.64b) 

3.5.3. ENTRENAMIENTO INSUFICIENTE 

El conjunto de secuencias de entrenamiento, necesariamente finito, es frecuentemente 

demasiado reducido para obtener estimaciones adecuadas de los parámetros de los modelos. 

Este problema es especialmente importante en la estimación de las probabilidades de 

producción de símbolos en los modelos discretos, y en la estimación de los elementos de 

las matrices de covarianza de las densidades de probabilidad de observaciones en el caso 

de los modelos continuos. 

Para evitar el problema del entrenamiento insuficiente de los modelos, sólo se puede 

aumentar el conjunto de secuencias de entrenamiento, o disminuir el número de parámetros 

a estimar en los modelos. Cuando ninguna de estas alternativas es posible, se puede 

minimizar este efecto interpolando un modelo X en base al modelo estimado A, y a otro Á, 

en el que las probabilidades están suavizadas, que se puede obtener de diferentes formas. 

El proceso de interpolación está controlado por un parámetro e en la fOllna 

A=e·A+(l-e)-A. ; eE[O,I] (3.65) 

El parámetro de interpolación e puede obtenerse mediante un método de prueba y enor, o 

bien de fOllna automática mediante un proceso de reestimación Forward-Backward. Este 

método consiste en utilizar un diagrama de transiciones como el de la figura 3.7, en base a 

las probabilidades de transición entre un estado neutral s y los dos modelos a interpolar A 

y A.. Para obtener los modelos, se utiliza una partición binaria disjunta de la secuencia de 

entrenamiento, por ejemplo TI Y T 2' de forma que la primera se utiliza para la estimación 

de los modelos A y Á, y la segunda para la estimación de e. 

Una generalización de este método, denominado Deleted interpolatían 

[Rabiner89a, Jelinek80], consiste en construir n particiones binarias disjuntas de la 

secuencia de entrenamiento para poder estimar e con un número suficientemente grande de 

secuencias. Por ejemplo, se puede particionar un conjunto de 1000 secuencias de 
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1- e: 

Figura 3.7. Diagrama de estados para el proceso de interpolación 

entrenamiento de fonna que una partición contenga 900 secuencias para estimar los 

modelos y 100 para estimar E, de fonna rotativa, obteniendo 10 particiones del conjunto de 

secuencias de entrenamiento, y utilizando efectivamente las 1000 secuencias para la 

estimación de E. 

IlIIifOf/heS 

La fonna más sencilla de obtener el modelo Á a interpolar es suponer que sus 

distribuciones de probabilidad son unifonnes. En este caso, el proceso es equivalente a 

imponer la restricción de que las probabilidades no sean en ningún caso inferiores a un 

cierto valor O prefijado 

• 

• , b¡(k) ~ O (3.66) 

asignando el valor O a todas aquellas probabilidades inferiores a este valor después de cada 

reestimación, y escalando el resto para preservar la condición de nOlJnalización. El 

resultado obtenido es equivalente a interpolar un modelo con distribuciones de probabilidad 
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uniforme con un valor E = (l~). 

Otra posible elección para A. es construir un modelo en el que detenuinados 

parámetros del modelo A. están compartidos [Jelinek80] (ej. dos o más distribuciones de 

probabilidad entre dos o más estados). 

coocurrente 

Este método [Lee89] consiste en utilizar información sobre la probabilidad de que un 

símbolo sea reemplazado por otro durante el proceso de producción del modelo a fin de 

construir las distribuciones de probabilidad suavizadas para el modelo a interpolar, para lo 

que se define la matriz de coocunencia de símbolos en la fOlma 

N". N.(m) 

L L P (Vi Is ,A.m ).p (Vj Is ,A.m)-P (s lA.m)-p (A.m ) 
e (i Ij) = _m-,=:-:-I_s-:-:=....,I---:-______________ _ 

M N". N.(m) 
(3.67) 

L L L P(Vk Is ,A.m)·P(Vj Is ,A.m)·P(S lA.m)·p(A.m ) 
k=lm=1 s=1 

que representa la probabilidad de que, dada la observación de un símbolo Vj' se observe el 

símbolo Vi en un contexto similar dado por el estado s y el modelo A.m. Estos valores 

pueden calcularse a partir de los modelos estimados Am en la fOlma 

N". N.(m) 

L L b/m)(i)·bs (m)U) ·p(s IAm)·P(Am) 
e (i Ij) = _m_=:-:I_s-:-:=--:I---:-____________ _ 

M N". N.(m) 
(3.68) 

L L L bs (m)(k)·bs (m)U)·p (s IAm)·P(Am ) 
k=lm=1 s=1 

donde el superfndice m recone el conjunto de modelos disef'lados, P (s lA.m ) es la 

probabilidad del estado S en el modelo Am , Y P (Am ) es la probabilidad incondicional del 

modelo A.m. 

Con estos valores, se pueden obtener las probabilidades del modelo A. en la fonoa 



M 
5s (1ft) = L c(i Ij)·bs (Ift)U) 

j=l 

lSmgvm 

; l$sgv 
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(3.69) 
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CAPITULO 4 

RECONOCIMIENTO DE VOZ CON MODELOS HMM 

4.1. MODELADO HMM DE SE~ALES DE VOZ 

La señal de voz es una señal acústica cuyas características espectrales varían 

contmuamente en el tiempo, de fOtUla que no es posible realizar un análisis espectral 

estacionario. Sin embargo, dado que esta variación es relativamente lenta, es posible asumir 

que las características de la señal, en un intervalo suficientemente corto de tiempo (del 

orden de 20 milisegundos), no varían apreciablemente, de fOtma que es posible realizar un 

análisis espectral cuasi-estacionario sobre dichos segmentos de señal. La evolución 

temporal de las características espectrales se obtiene repitiendo el proceso de análisis sobre 

segmentos consecutivos de la señal. A la serie de espectros obtenidos para segmentos 

consecutivos de una señal que varía en el tiempo se le suele denominar espectrograma de 

la señal. En la figura 4.1 se muestran los espectrogramas de dos palabras castellanas. El 

eje de ordenadas representa el tiempo, y el de abcisas la frecuencias, mientras que el nivel 

de gris representa el logaritmo de la energía del espectro. 

En la figura puede apreciarse que los dos espectrogramas presentan zonas 

homogéneas en las que las características espectrales no varían de fOtma significativa, 

intercaladas entre las cuales se observan zonas claramente transicionales. 

Para modelar una señal de voz, es necesario modelar la evolución temporal de las 

características espectrales de la misma. Esto puede realizarse mediante un modelo oculto de 

Mark:ov asociando los estados del modelo a las zonas estacionarias (y posiblemente 

también las transicionales) de la señal de fonna que las probabilidades de producción de 

observaciones modelen la variabilidad estadística de las características espectrales de cada 

zona, mientras que las probabilidades de transición modelan su secuenciamiento y 
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Figura 4.1. Espectrogramas de /MUÑECN (arriba) y /SIETE/ (abajo) 

duración. 

Por estas razones, la topologfa usualmente elegida para los modelos HMM es la 

denominada izquierda-derecha. Esta topologfa fue inicialmente propuesta por Bakis 

[Bakis76] y se muestra esquemáticamente en la figura 4.2. Este modelo consiste en una 

o 1.1 O 2.2 ON-l.N-l o N.N 

o 1.1 0 ,.2 O 2•3 o o N-l N o N.F N-2.N-1 • 

t!J '" " / 

10 s _____ 1 S2/ )SN_l .1 SN 
'- 1." 

• • • 
'- :.- ;, j :.-

0 1•2 0
'
.3 o N-3.N-l o N-2.N o N-l .F 

Figura 4.2. Modelo oculto de Markov izquierda-derecha 



72 

secuencia de N estados y dos estados especiales, 1 inicial Y F final. Estos estados son 

especiales en el sentido de que no generan observaciones, a diferencia del resto de los 

estados del modelo. Además, sólo están penllitidas transiciones hacia delante, es decir, que 

las probabilidades de transición son tales que 

a·· = O IJ j<i , U-i»1l (4.1) 

donde 11 es un parámetro que controla el número de estados que pueden ser "saltados" por 

el modelo durante su evolución temporal 

Modelos con topologías como la descrita anteriormente se han aplicado para el 

modelado de unidades constitutivas del habla tales como palabras [Rabiner85a, Gupta87], 

fonemas [Lee87a, Chown87] , y unidades relacionadas, como demisfiabas [Mariñ090]. 

4.2. RECONOCIMIENTO DE VOZ MEDIANTE MODELOS HMM 

El reconocimiento de voz mediante modelos ocultos de Markov se basa en la 

identificación de unidades constitutivas del habla a través de la probabilidad de generación 

de las secuencias de observaciones de dichas unidades, obtenidas de un modelo HMM 

previamente construido para cada una de las unidades a reconocer (palabras, fonemas, etc.). 

A la fase en la que se construyen los modelos se la denomina usualmente fase de 

entrenamiento, y se realiza en base a un conjunto de observaciones obtenidas para cada 

uno de los diferentes tipos de unidades a modelar. Usualmente se utiliza un algoritmo de 

estimación de máxima probabilidad como el Baum-Welch, pero en la bibliografía pueden 

encontrarse fOllllulaciones sobre la reestimación de los parámetros de los modelos como la 

estimación de máxima información mútua MM! [Chow90], entrenamientos competitivos 

[Appelbaum89] o del estilo de los utilizados en redes neuronales [Young90], que fonDulan 

el problema de la estimación global de los parámetros de un conjunto de modelos HMM de 

fOBna que se maximice el potencial discriminativo de éstos. 

También se han fOBnulado otras aproximaciones al modelado HMM en las que la 

topología del modelo se determina a partir de las secuencias de entrenamiento, en lugar de 

seleccionarlo a priori, como en el algoritmo ECGI [Torro-Enguix90], o mediante técnicas 

de alineamiento temporal de las secuencias de entrenamiento [Falaschi90]. 

• 
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Una vez construidos los modelos en la fase de entrenamiento, y dada una secuencia 

de observaciones incógnita xf, el proceso de reconocimiento necesita de la selección del 

modelo más probable dada dicha secuencia de observaciones, es decir que se asume que la 

secuencia conesponde al modelo A.z para el que se verifica 

(4.2) 

donde A = {A.¡} ¡=l.L es el conjunto de modelos conespondientes a las diferentes unidades 

a reconocer. 

Estas probabilidades a priori pueden calcularse en base a las probabilidades a 

posteriori de generación de la secuencia por parte de los modelos según la regla de Bayes 

P (A.¡ Ixf) = 
p(xf IA.¡)-p(A.¡) 

L 
1: p(xf IA.j)-p(A.j) 
j=l 

l~i~L 

donde P (A.¡) es la probabilidad incondicional de ocunencia del modelo A.¡. 

(4.3) 

Dado que el denominador de (4.2) es constante, basta con calcular las probabilidades 

a posteriori p(Xf IA.¡) con un algoritmo como el descrito en la sección 3.3.1. Además, si 

suponemos equiprobables a priori todos los modelos, entonces el factor P (A.¡) es también 

constante, y la regla de decisión se reduce a 

A.z = max{P(Xf IA.)} 
AeA 

4.3. ANALISIS y CARACTERIZACION DE LA SER AL DE VOZ 

(4.4) 

El primer paso para el modelado de la voz mediante modelos HMM es el de la 

extracción de características de la mi que se puedan utilizar como observaciones del 

proceso. Para ésto, usualmente se realiza un análisis espectral de la sel\al extrayendo 

parámetros que caractericen las propiedades espectrales de la misma. Como ya indicamos 

anteriolIllente, el análisis se basa en la caracterización del espectro de la sel\al en 

segmentos cortos consecutivos de la misma 
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En el presente trabajo utilizaremos una técnica de análisis de predicción lineal LPC 

[Markel76a. Rabiner78] basada en un modelo de producción de voz como el de la figura 

4.3 en el que la senal de voz se modela como una senal excitación u (n) periódica (en el 
. 

caso de sonidos sonoros) o con características de ruido blanco gausiano (en el caso de 

sonidos no sonoros), modificada por un filtro lineal todo polos de coeficientes constantes 

H (z) de la fonna 

H(z) = _1_ = ___ 1 __ _ 
A (z) P k 

1+ Lak'z-
(4.5) 

k=l 

donde A (z) se denomina filtro de ellor de predicción o filtro inverso, {ak h=l..p son los 

coeficientes de predicción lineal o coeficientes LPC, y P es el orden de predicción del 

filtro. El resto de los parnmetros del sistema son la frecuencia fundamental, que en el caso 

de excitación periódica representa el periodo de dicha excitación; la decisión sonoro/no­

sonoro, que detelmina el tipo de excitación; y por 61timo, la ganancia del sistema, que 

detennina básicamente la energía de la señal obtenida s (n ). 

Frecuencia 
fundamental 

Generador 
de tren 
de pulsos 

Generador 
de ruido 
blanco 

1111 
Decision 

sonoro/no-sonoro 

, U en) Fil tra sen) 
digital 

H(z) 

Ganancia 

1 1 
¡. ¡ 

Figura 4.3. Modelo de producción de voz 
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Durante el análisis se supone que, para cada segmento consecutivo de sef\al 

considerado, los parámetros del modelo son constantes, y sólo varían entre diferentes 

segmentos correspondientes a los diferentes instantes de tiempo considerados, de a que 

se realiza un análisis estacionario para cada segmento de sef\al considerado. 

De este análisis, se puede extraer la envolvente del espectro de la sef\al, que 

caracteriza adecuadamente al especuo de la misma, y viene dada por la funci6n de 

transferencia H (z) del filtro lineal, dado que el espectro de la excitaci6n u (n) es plano; 

eliminando la estructura fina del mismo, collcspondiente a dicha excitaci6n. Esta 

separación de las contribuciones espectrales es adecuada sobre todo cuando el propósito es 

la comparación espectral de dos segmentos de sef\al, que se realiza adecuadamente en base 

a sus envolventes espectrales. 

En base a los coeficientes LPC extraidos de esta forma, se han formulado medidas de 

distorsi6n espectral como la de ltakura-Saito o la Likelihood ratio [Buz080a, Soong88], 

utilizadas en el proceso de cuantizaci6n vectorial (ver más adelante) necesario para la 

implementaci6n de los HMM discretos [Rabiner83a,Peinad089J, y densidades de 

probabilidad para observaciones de modelos HMM contfnuos [Juang85]. Sin embargo, 

recientes trabajos han mostrado que los coeficientes del cepstrum [Oppenheim75] de la 

sef\al son un conjunto de parámetros más adecuado para la representaci6n de la envolvente 

espectral de la misma en aplicaciones de reconocimiento de voz [Rabiner85b, Furui86] y 

verificaci6n e identificaci6n de locutores [Furui81a, Atal74] 

Los coeficientes cepstrum que contribuyen a la envolvente del espectro de la sef\al 

pueden obtenerse a través de un análisis homom6rfico de la misma, del que se puede 

obtener una relaci6n recursiva que relaciona los coeficientes cepstrum de la respuesta en 

frecuencia de un sistema causal estable con los coeficientes de su respuesta al impulso 

[Oppenheim75] de la forllla 
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o ; n<O 

c(n) = log h(O) 
11-1 

h(n) _ L k c(k) h(n-lc) 
h(O) k~ n h(O) 

; n=O (4.6) 

; n>O 

donde h (n) son las muestras de la respuesta al impulso del filtro lineal que caracteriza al 

espectro de la senal. 

La respuesta al impulso del filtro inverso A (z) es finita y sus valores están definidos 

en función de los coeficientes de predicción en la fonna 

o ; n<O 
1 ; n=O 

(4.7) h(n) = a(n) ; lSn$¡J 

O ; n>p 

Además, los espectros logarítmicos de H (z) y A (z) son iguales salvo un cambio de signo, 

y como la dependencia del espectro logarítmico con los coeficientes cepstrum es lineal, se 

produce un cambio de signo en dichos coeficientes, de forma que se puede escribir la 

relación siguiente para la obtención de los cepstrum correspondientes al espectro LPC de la 

senal en la fonna 

O 

c(n) = - a(1) 
11-1 

- a(n) - L!. c(k)a(n-k) 
k=l n 

; nSO 
; n=l 

; n>l 
(4.8) 

La envolvente del espectro logarfmico de la senal puede calcularse entonces en téllllinos de 

los coeficientes cepstrum en la fonna 
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I 
• • 

(4.9) 
,. 11 

4.4. DISCRETIZACION DEL ESPACIO DE CARACTERISTICAS 

Una vez definida la topología del modelo, y los parámebos que deteuninan el vector 

de observaciones del proceso, queda totalmente especificado el problema del modelado 

HMM contínuo, salvo la elección de la for a de las funciones densidad de probabilidad a 

utilizar en la mezcla que modele las probabilidades de las observaciones en los estados del 

modelo. 

Sin embargo, para el modelado HMM discreto, es necesario que el conjunto de 

observaciones del proceso sea discreto, de founa que es necesario discretizar el espacio de 

vectores observables. Es decir, es necesario establecer una partición de dicho espacio en un 

conjunto finito de clases de founa que quede unívocamente definida la clase a la que 

pertenece cada vector de observaciones, con lo que se podrá utilizar dicho conjunto de 

clases como observaciones discretas del proceso. El problema puede enunciarse de la 

siguiente founa 

Dado un conjunto de vectores {x¡} ¡=1.JI' cómo seleccionar un conjunto de clases 

{ v ¡ } ¡ =1..M que represente adeclladamente dicho conjunto de vectores. 

La solución a este problema, cuando el conjunto de vectores {Xi }¡=1..1I es una 

representación estadísticamente significativa del conjunto de posibles valores de los 

vectores de observación, nos llevará a un conjunto de clases que representa adecuadamente 

el espacio de características. 

Cuando el conjunto de clases está representado por un subconjunto discreto de 

vectores del espacio, y el problema de clasificación consiste en la sustitución de cada 

vector del espacio por el representante de cada clase, estamos ante un problema de 

cuantización vectorial bien conocido en el contexto de codificación de sef'lales, denominado 

usualmente VQ (de las iniciales de la denominación inglesa Vector Quantization) 

[Gray84a, Makhou185a, Buw80], y cuyos resultados han sido aplicados tradicionalmente en 

el reconocimiento de voz con modelos HMM discretos [Rabiner83] . 
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El problema antes expuesto puede como W1 problema de agrupamiento 

(clustering en la bibliografía inglesa) [Duda73b]. Los procedimientos de clustering 

generan una descripción de un conjunto de datos en base a clusters o agrupaciones de 

datos con fuertes similitudes entre si. 

Una definición formal del problema necesita de la especificación de un criterio de 

agrupamiento, de fOlllla que el procedimiento de búsqueda de clases extremice dicho 

criterio, y que a su vez se formula a través de una medida de similitud entre vectores del 
• espaclo. 

4.4.1. MEDIDA DE SIMILITUD ESPECTRAL 

Dado que los vectores observables representan características espectrales de la senal, 

una medida de similitud entre éstos debe forlllularse en base a similitudes espectrales entre 

los segmentos de senal a los que cOllcsponden. En la literatura se han formulado diversas 

medidas de similitud espectral usualmente denominadas medidas de distorsión espectral, 

como las distancias de ltakura-Saito o razón de semejanza [Gray80], pero una de las que 

mejores resultados ofrece en cuanto al reconocimiento de voz e identificación y verificación 

de locutores es la diferencia cuadrfltica media entre los espectros logarítmicos de los seg­

mentos de senal de voz a comparar. 

• • 

Supongamos que H,(e JW ) y Hs(e JW ) representan las envolventes espectrales de dos 

segmentos de sen al , entonces la diferencia cuadrfltica media entre los cOllcspondientes 
• • 

espectros logarítmicos F,(eJW ) y Fs(e JW ) puede calcularse en la forllla 

(4.10) 
-l[ 

Esta distancia puede expresarse en reuninos de los coeficientes cepstrum cOllcspondientes 

utilizando (4.8) en la forllla 



+11: +1-
d(F, ,FI ) = 1: [C,(II) - CI (II)]e 

2dw 

211: 11 , 

--
+K Ir 'u . dw 

1: 1: [c,(n) - cl(n)]·[c,(m) - cl(m)}e-JW(lIliII)-,--
-x ,. = '" : : 2x 

111 

= 1: [c,(n) - cl(n)f 
" 11 
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(4.11a) 

(4.11b) 

(4.11c) 

y puede aproximarse mediante una suma finita de coeficientes cepstrum, de fOlllla que 

dicha distancia espectral se convierte en una distancia euclfdea en el espacio de vectores de 

observación fOllllados por los coeficientes cepstrum de las envolventes espectrales. Ast, 

definiremos la distancia entre vectores de coeficientes cepstrum en la forllla 

P 2 2 
dcEP(X, , XI) = 1: [c,(n) - cl(n)] = 11 x, - XI 11 (4.12) 

11=1 

donde x, y XI representan los dos vectores de parámetros a comparar y p es la dimensión 

del vector (número de coeficientes cepstrum considerados). 

La elección de esta distancia justifica la elección de los coeficintes cepstrum como 

parámetros observables. A diferencia de otras medidas de distorsión espectral como las de 

Itakura-Saito o razón de semejanza, ésta se convierte en una distancia euclídea en el 

espacio de características, lo que dota de interpretación geométrica al problema de 

agrupamiento en clases de dichos vectores y simplifica la fOllllulación del mismo. Además, 

al estar formulada en base a los logaritmos de las envolventes espectrales, aproxima la 

escala de percepción del oido humano. 

Por último, como veremos más adelante, esta fonuulación permite realizar de forma 

sencilla transfonnaciones sobre los logaritmos de los espectros tales como la ponderación 

espectral o la ación de la escala de frecuencias, de fonlla que dichas 

transformaciones se reflejan de forma sencilla en la función distancia. 
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4.4.2. CRITERIO DE AGRUPAMIENTO 

Una vez definida una medida de similitud en base a una distancia entre vectores del 

espacio de características, es sencillo definir un criterio de agrupamiento para la elección 

de las clases. Existen diferentes foullas de definir dicho criterio [Duda73b] pero la más 

sencilla y comunmente utilizada es la de minimizar la distancia media entre el conjunto de 

vectores {x¡} ¡=1..11 Y un conjunto de clases {v¡} ¡=1..M, en base a la suma de las distancias 

entre el conjunto de vectores y el conjunto de representantes de las clases {m¡} ¡ -1..M en la 

fOulla 

1 M 
D = - ~ ~ d (x , m¡) 

n i=} ZEV¡ 
(4.13) 

En el caso concreto que nos ocupa, en el que la distancia es euclídea, los representantes de 

las clases que minimizan dicha distancia media son simplemente las medias aritméticas de 

los vectores que pertenecen a cada clase. 

mi = 1 ~ x 
n¡ ZEV¡ 

lS;iS;M 

donde n¡ es el número de vectores pertenecientes a la clase vi. 

(4.14) 

El criterio de agrupamiento de vectores se fOllnula simplemente en base a la 

minimización de la distancia media (4.12), y por lo tanto el criterio de asignación de clases 

a vectores es sfmplemente el de seleccionar la clase cuyo representante dista menos del 

vector considerado. 

En general, cuando la medida de distorsión no es una distancia euclídea, los 

representantes de las clases no coinciden con las medias, y se denominan entonces 

centroides de las clases, y su cálculo depende de la fOulla de la medida de distorsión 

seleccionada. 

El criterio de agrupamiento antes expuesto tiene la sencilla interpretación de la 

selección del conjunto de clases que minimiza el "error" cometido al sustituir cada vector 

Xi por el representante de la clase Vj de menor distorsión en base a la medida de dicha 
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distorsi6n. El valor de la distorsi6n media depende, evidentemente, de la fonna en que se 

elija la partición en clases del conjunto de vectores y, consecuentemente, la partición 

6ptima será aquella que minimice el valor de la distorsión media. Como ya indicamos 

antes, este criterio define el problema de cuantizaci6n vectorial, en el que al conjunto de 

representantes de las clases se le denomina diccionario, y al proceso de sustituci6n de los 

vectores por los representantes de las clases más similares se le denomina cllantización 

vectorial. 

La obtenci6n del diccionario permite asignar una clase a cada vector del espacio, y 

utilizar los centros del diccionario como símbolos de un alfabeto discreto, fOlmado por 

diferentes tipos de envolventes espectrales. Aunque esta técnica de etiquetado (asignaci6n 

de símbolos a segmentos), basada en cuantizaci6n vectorial, es la más comunmente 

utilizada en modelado HMM discreto de sel\ales de voz, no es la única, y en la bibliografía 

pueden encontrarse otras técnicas relacionadas como la obtenci6n de unidades 

microfonéticas en base a un algoritmo K-medias de dos pasos [Andreu90] o los mapas de 

Kohonen [Kohonen84]. 

4.4.3. CONSTRUCCION DEL DICCIONARIO 

La construcci6n del diccionario necesita de la selecci6n de un conjunto de vectores 

estadísticamente representativos del conjunto de posibles valores de los vectores del 

espacio de características (que en adelante denominaremos conjunto de entrenamiento), y 

de la partición de éste en un conjunto de clases que minimice la distorsión media D. 

Desafortunadamente, no existe solución analítica conocida a este problema más que la 

prueba exhaustiva de todas las posibles particiones, que conllevaría un cálculo proporcional 

al número de posibles particiones Mil 1M!. Sin embargo, existen métodos iterativos que 

permiten determinar una partición subóptima, en el sentido de que obtienen un mínimo 

local para la distorsi6n media. Estos métodos se basan en la partición en clases del 

conjunto de entrenamiento y la de los representantes de las clases de fOlma 

iterativa hasta conseguir una configuración en la que dichas clases no varían de fOlma 

significativa. Algoritmos de este tipo son el/sodata y el algoritmo K-medias [Tou74], del 

que puede verse un diagrama de flujo en la figura 4.4. 

Este algoritmo consiste en partir de una detenninada partición en clases del conjunto 

de vectores de entrenamiento e iterar un proceso en el que los vectores son asignados a las 

, 
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(INICIO ) 

SELECCIONAR VALORES 
INICIALES PARA LOS 
REPRESENTANTES DE 
LAS CLASES m, 1 <i<M 

i.. 
ASIGNAR LOS VECTORES 
X¡ A LAS CLASES vJ 
DE FORMA QUE SE MI-
NIMICE d( x, ,m J ) 1 <j<1.4 

RECALCULAR LOS RE-
PRESENTANTES DE LAS 
CLASES m, 1 <;<1.4 

/~ no 
CONVERGE? 

• s , 

FIN 

Figura 4.4. Algoritmo K-medias 

clases, y una vez hecho ésto, recalcular los representantes de las clases, hasta conseguir un 

conjunto de clases que no varía entre una y otra iteración. 

Desafortunadamente, el conjunto de representantes de clases obtenidos depende de la 

partición inicial considerada, y no existe fOlma conocida de detenninar qué partición inicial 

lleva al algoritmo a la determinación del m ínimo absoluto de la distorsión media. Para 

solucionar el problema de la elección de la partición inicial, se han propuesto algoritmos 

jerárquicos [Duda73b] que permiten seleccionar una partición incial de fOlllla que el valor 

final obtenido para la distorsión media es cercano al mínimo absoluto. Tales algoritmos se 

basan en la obtención de una partición tal que, por el número de clases que la fOlman, es 

trivial, en el sentido de que se puede obtener la partición óptima para ese determinado 

número de clases, y a partir de ésta, generar nuevas particiones af'Iadiendo o eliminando 

particiones con un criterio que minimice localmente la distorsión media en cada paso. 

Básicamente existen dos aproximaciones a dicha obtención jerárquica de las particiones que 

describimos a continuación. 

• 
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En este tipo de procedimientos, se parte de una partición tal que el número de clases 

coincide con el de vectores en el conjunto de entrenamiento. Evidentemente esta es una 

partición trivial dado que es única, y por 10 tanto la óptima. A partir de ésta, se generan 

particiones con un número menor de clases agrupando cada vez las dos clases más simi­

lares de la partición previa, en base a un criterio de similitud de clases (p.e. la distancia en­

tre los representantes de las clases), hasta llegar a una partición con el número deseado de 

clases. 

El punto esencial en este método es que la unión de particiones está determinada por 

un criterio que minimiza la distorsión media de la nueva partición en base a la anterior. En 

cualquier caso es una minimización local que no conlleva necesariamente asociado el hecho 

de que la partición final obtenida conesponda con el mínimo obsoluto de la distorsión 

media. 

Procedimientos divisiYos 

Los métodos anteriormente expuestos presentan el inconveniente del gran número de 

iteraciones necesarias para la obtención de una partición final con el número deseado de 

clases, cuando éste es muy inferior al número de vectores en el conjunto de entrenamiento. 

Una alternativa a este tipo de métodos es la fOllllada por los métodos divisivos. 

Como en el caso anterior, el punto inicial es una partición trivial foonada, en este caso, por 

una única clase que agrupa a todos los vectores del conjunto de entrenamiento. Al igual 

que en el caso anterior, es óptima por ser única. A partir de esta configuración inicial, y en 

cada paso del algoritmo, se divide la clase con mayor distorsión media entre los vectores 

de la clase y su representante, de forma que también en este caso se minimiza localmente 

la distorsión media de la nueva partición. El procedimiento se itera hasta obtener el número 

deseado de clases. 

En el presente trabajo utilizaremos un método de construcción jerárquica de 

diccionarios similar al propuesto para el algoritmo LOB [Linde801, basado en la división 



84 

sucesiva de todas las clases obtenidas en cada paso. En cada paso del algoritmo, y tras la 

división de los centros del diccionario, se aplica un algoritmo K-medias para obtener 

iterativamente los valores de los representantes de las clases que componen la partición, 

antes de proceder a una nueva división. En la figura 4.5 se muestra el diagrama de flujo 

del algoritmo utilizado en el presente trabajo. 

INIOO 

BUSCAR EL CENTROIDE 
DE LOS VECTORES DE 
ENTRENAMIENTO 

L +-l 
J 
"i 

PERTURBAR LOS L 
CENTROIDES y GENE-
RAR L NUEVOS 

L +- 2L 
-L 
"r 

ASIGNAR VECTORES A 
CLASES CON EL CRI -
TERIO DE I.CINIMA DIS- PERTURBAR EL CENTRO 
TANCIA AL CENTROIDE y ASIGNARLO AL VACIO 
DE LA CLASE 

CALCULAR LOS NUEVOS BUSCAR EL CENTRO 
CENTROIDES DE LAS MAS DISTORSIONADO 
CLASES 

• 

~ENTRO 
SI 

VACIO 

no 

no 
CONVERGE? 

• 
SI 

no ........ 
L = I.C > 

SI 

FIN 

Figura 4.5. Algoritmo jerárquico de construcción de diccionarios 
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La divisi6n de las clases se realiza en base a un método en el que. dado el centro de 

una clase mi (l). es perturbado [Linde801. generando dos centros mi (/+1) y ml+i (/+1). En 

nuestro caso. el centro perturbado se obtiene multiplicando el centro original por un factor 

(1 +fJ.). Y obteniendo dos centros. el anterior. y el perturbado en la fonna 

m ·(/+l) - m.(1) 
I - I 

ml+i(/+l) = (1+J.1.)·m¡<i) 1 ~ i ~ 1 
(4.15) 

donde (1) denota el fndice de la recursi6n para la obtenci6n de las sucesivas particiones. 

El valor de J.1. se elige pequei'lo de forma que se asegure que los vectores 

pertenecientes a la clase Vi (/) se distribuyan efectivamente entre las dos nuevas clases 

,vi (/+1) y V/+i (/+1) cuando se obtengan iterativamente los representantes de éstas mediante el 

algoritmo K-medias antes citado. 

Clases 

Es posible que. durante las iteraciones K-medias posteriores a un paso de divisi6n del 

algoritmo. una o más clases queden vacías (no tengan ningún vector asignado). Para 

solucionar este problema. el algoritmo busca la clase más distorsionada (con mayor 

distorsi6n media entre los vectores de la clase y su representante). y perturba su centro 

creando uno nuevo que es asignado a la clase vacía; repitiendo el proceso cada vez que es 

detectada una nueva clase vacfa. 

• 
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Criterio de cOIfVergoacia 

Para la tellllinación del algoritmo iterativo K-medias, se debe fijar un criterio con el 

que decidir cuando se ha alcanzado la configuración final Este puede basarse en las varia­

ciones de las configuraciones de las clases; bien en los elementos que pertenecen a cada 

una de ellas, detenllinando cuando no hay trasvase de vectores de unas clases a otlas, o 

detenninando cuando no se produce variación en los valores de los representantes de cada 

clase. 

Una fonlla alternativa, es la de iterar hasta que no se produzca variación significativa 

en el valor de la distorsión media que detennina el criterio de construcción de agrupamien­

tos. Esto se consigue fijando un valor mfnimo que detenuine qué variaciones en dicha 

distorsión media se considerarán significativas. De esta fOlllla el proceso se itera hasta que 

la variación relativa en la distorsión media obtenida en dos iteraciones consecutivas es infe­

rior a un cierto valor predeterminado, denominado usualmente parámetro de convergencia 

4.4.4. IMPLEMENTACION DEL ALGORITMO 

En la implementación del algoritmo de construcción del diccionario que utlizaremos 

en el presente trabajo, se utiliza el procedimiento jerárquico divisivo mostrado en la figura 

4.5 para obtener una configuración inicial, que posteriormente se refina mediante varias 

iteraciones del algoritmo K-medias antes expuesto, dando lugar a la configuración de 

centros definitiva del diccionario. 

Para obtener rápidamente dicha configuración inicial, en cada paso de división se 

genera un nuevo centro por cada uno de los antiguos, doblando en cada paso el número de 

centros del diccionario. Esto obliga a que el número final de clases sea una potencia de 

dos. En contrapartida, el número de iteraciones de división necesarias es log2 M frente a 

las M requeridas si en cada paso se genera unicamente un nuevo centro dividiendo 

únicamente el más distorsionado en cada iteración de división del algoritmo. 

El valor de Jl. elegido es del orden de 0.001. En pruebas previas sobre experimentos 

de reconocimiento con HMM discretos, se comprobó que la tasa de eHor del sistema es 

relativamente insensible al valor concreto de este parámetro cuando su valor se encuentra 
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en este orden de magnitud 

En cuanto al parámetro de convergencia V" éste se fijó a 0.01 para las iteraciones 

K-medias realizadas durante el proceso de división para la obtención de la configuración 

inicial, y de 0.001 para las iteraciones K-medias reaJizadas con la configuración inicial 

obtenida mediante el proceso de iniciación jerárquica, para la obtención de los valores 

definitivos de los centros del diccionario. Esta elección acelera el proceso de detelminación 

de la configuración inicial y, de nuevo, experimentos previos mostraron que la tasa de ellor 

es similar a la obtenida cuando se fijó 0.001 como parámetro de convergencia también para 

las iteraciones K-medias durante el proceso de iniciación. 

Una vez construido el diccionario, los vectores de parámetros son reemplazados por 

símbolos de fOlllla que cada vector se sustituye por el índice de la clase con el 

representante más cercano, de fOlllla que se obtienen secuencias de símbolos discretos que 

representan las diferentes clases en las que se ha subdividido el espacio de vectores. De 

esta fOlma, el conjunto de clases obtenido pasa a ser el conjunto discreto de símbolos al 

que pertenecen las observaciones que se utilizarán en el modelado HMM discreto. Un 

modelo HMM discreto obtenido de esta fOlllla tiene como producciones los diferentes tipos 

de envolventes espectrales que componen el diccionario, de fOlllla que dicho HMM modela 

los diferentes tipos de especuos (clases o centros del diccionario) producidos durante la 

pronunciación de la unidad modelada. 

4.5. MODIFICACIONES A LAS FORMULAS DE REESTIMACION 

Las fÓlmulas de reestimación (3.63), cuando son aplicadas a modelos ocultos de 

Markov con topología izquierda-derecha, conllevan implfcita la condición de que la 

probabilidad de transición entre el último estado del modelo sN Y éste mismo aNN = 1 es la 

unidad, dado que no se tienen en cuenta las transiciones producidas entre este estado y el 

estado telminal F. 

De otro lado, es sencillo comprobar que la distribución de probabilidad de las 

duraciones de los estados P¡(d), que representa la probabilidad de que el modelo 

pennenezca en el estado s¡ durante d periodos consecutivos de tiempo, sigue una ley 

exponencial de la fOlma 
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1!(;;!(;N (4.16) 

y por 10 tanto, la duraci6n esperada i/¡ de cada estado s¡ puede calcularse en funci6n de las 

probabilidades de transici6n ají en la fOIllla 

i/¡ = ~ d·P¡(d) = 1 
¡=1 l-aü 

(4.17) 

Este resultado, junto con la condici6n aNN = 1, nos lleva a la conclusi6n de que la 

duraci6n esperada del último estado del modelo es infinita, 10 que no es coherente con el 

hecho de que las secuencias de observaciones son finitas. Para con egir esta incoherencia, 

es necesario tener en cuenta las transiciones entre los estados del modelo y el estado 

teIlninal F. De esta fOlJlla asumiremos que siempre que, para una deteIlllinada secuencia 

de observaciones el estado final es el s¡, y ~ste puede 

~sta transici6n ocune (aunque no sea observada). 

• 

una transici6n al estado F, 

Para incorporar esta suposici6n a las f6mulas de reestimaci6n de las probabilidades de 

transici6n, tendremos en cuenta la probabilidad de que un cierto estado s¡ sea el último de 

una secuencia de estados para una secuencia de observaciones dada xf, cuyo valor es 

simplemente 

P(yT=S¡ Ixf )..) = 'YT(i) 1 ~; ~ N 

con esta definici6n, podemos refoIlllular la ecuaci6n (3.63b) en la forma 

L T-l 
1: 1: ~t (I)(i ,j) 
1=1 1=1 zr .. · = --,.--------...... 

IJ L T 

1: 1: 'Y'<I)O) - 'YT (1)(;) 
1=1 1",1 

L T-l 
1: 1: ~, (I)(N ,j) 

_ 1=1 1=1 
aNj = --:-L--=T:-----

1: 1: 'Y,<I)(;) 
1=11=1 

1 ~ ; ~ (N-ó.) 

l~j~ 

(4.18) 

(4. 19a) 

(4.19b) 
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en las que, al sustituir el límite superior T -1 de la swna de 't, (I)(i) por T, se asume que 

siempre que un estado es visitado, se produce una transición hacia otro estado del modelo, 

incluso para la última visita al estado final sN del mismo. El valor "tr (/)(0 se introduce 

para eliminar aquellas transiciones desde estados del modelo para los que no está peuuitida 

dicha transición al estado teuuinal F, considerando en estas situaciones que la secuencia de 

observaciones está incompleta, y teniendo en cuenta únicamente las transiciones 

observadas. 

Es sencillo comprobar que, con estas definiciones, se preserva la condición de 

nouualización de las probabilidades de transición de estados, si extendemos éstas a 

transiciones con el estado terminal F en la forma 

N 

l: aij + aiF = 1 
j=l 

1~i~N (4.20) 

y además se estiman las probabilidades de transición aNN del último estado del modelo de 

forllla coherente con la duración estimada de dicho estado. 

Pruebas previas sobre un sistema standard de reconocimiento basado en HMM 

discretos han mostrado que el error de reconocimiento del sistema disminuye en tomo a un 

1 % (sobre errores en tomo al 9-10%) cuando se utilizan las fórmulas de reestimación 

(4.18) en sustitución de la presentada en (3.63b), para las probabilidades de transición de 

estados. 

4.6. ESTIMACION INICIAL DE LOS PARAMETROS DEL MODELO HMM 

I.as fórmulas de reestimación para la obtención iterativa de los valores de los 

parámetros del modelo HMM sólo garantizan la obtención de un máximo local de la 

función probabilidad de generación del modelo. Por 10 tanto, al igual que oculte con el 

algoritmo K-medias, y en general con la mayoría los algoritmos iterativos, el resultado 

final obtenido depende de la elección inicial realizada para los parámetros a estimar. 

No existe un método que permita seleccionar la configuración inicial para los 

parámetros de forma que se garantice la obtención de un máximo global de la función 

probabilidad, sin embargo la experiencia demuestra que una elección aleatoria o uniforme 
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para los valores de las probabilidades iniciales de estados n y para las probabilidades de 

transición A resulta adecuada, sin embargo, ~sto no es cierto para las probabilidades de 

producción de obselVaciones B . 

En la bibliografía se pueden encontrar diversas forlllas de obtener estimaciones 

iniciales adecuadas para ~stos parámetros, y que se basan en obtener una segmentación 

inicial de las secuencias de entrenamiento, y extraer de ~sta los valores iniciales de todos 

los parámetros del modelo [peinad091]. Para la obtención de esta segmentación se han 

utilizado métodos de segmentación manual, o lineal, en la que cada secuencia de 

entrenamiento es segmentada de fOlIna que todos los estados tengan la misma duración. 

También se han propuesto otros métodos jerárquicos de segmentación basados en medidas 

de entropía de las distribuciones de probabilidad del modelo [peinad091 b], pero est[m 

todavía en fase de estudio, por lo que en el presenta trabajo utilizaremos segmentación 

lineal para la estimación de los valores iniciales de los parámetros del modelo . 

• 



CAPITULO 5 

EL SISTEMA BASICO DE RECONOCIMIENTO 

S.l. INTRODUCCION 

En este capítulo describiremos el diseño de un sistema de reconocimiento de palabras 

aisladas basado en modelos ocultos de Markov discretos y cuantización vectorial con 

distancia euclfdea entre vectores de parámetros que representan características espectrales 

estáticas de la señal de voz. 

Además, se discutirán y se aportarán resultados sobre diferentes técnicas de 

ponderación de los componentes de los vectores de parámetros, y sobre la incorporación de 

características adicionales tales como la energfa logarítmica de la señal, así como 

características dinámicas del espectro de la señal, útiles para la caracterización de las zonas 

transicionales de los espectros, conespondientes a las coarticulaciones producidas entre los 

diferentes fonemas de las palabras. 

Por último, se presentarán resultados relativos a la sintonización de parámetros y 

tasas de enor para el sistema bflsico de reconocimiento de palabras aisladas, que se 

utilizarán más adelante como referencia para evaluar las mejoras introducidas por las 

modificaciones del sistema que se discutirán en los restantes capftulos. 

En la sección 5.2 se describe el esquema general del sistema de reconocimiento. y se 

dan resultados previos sobre tasas de enor cuando se emplea un vector de parámetros 

fOHllado exclusivamente por coeficientes cepstrum de la señal. 

En la sección 5.3 se revisan las aproximaciones utilizadas en la bibliografía para la 

ponderación de la distancia (medida de similitud espectral) entre vectores de coeficientes 

cepstrum, así como transformaciones de dichos coeficientes, para la mejora del rendimiento 

91 
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del sistema. Se justificará de fonlla teórica la elección de una técnica de liftering frente a 

OUas alternativas, y se mostrarán los resultados obtenidos para esta modificación de la 

función distancia 

En el apartado 5.4 se discute la incorporación de nuevos parámetros al vector de 

características. En concreto se discute la incorporación de la energía logarítmica de la 

sen al, y características dinámicas del espectro. En cuanto a la integración de dichos 

parámetros al sistema, se discuten las dos alternativas propuestas en la bibliografía como 

son la utilización de una función distancia compuesta, manteniendo un diccionario VQ 

único, y la suposición de independencia estadística de observaciones, modificando las 

fÓIluulas de reestimación y evaluación para los modelos discretos de Markov a fin de 

manejar un conjunto de símbolos en lugar de uno único para representar cada observación 

Por último, en la sección 5.5 se describirá la incorporación de la duración de los 

estados del modelo al sistema de reconocimiento. Se revisarán las diferentes 

aproximaciones propuestas en la bibliografía y en la sección 5.6 se mostrarán resultados 

finales para la configuración final del sistema básico de reconocimiento. 

S.2. DESCRIPCION GENERAL DEL SISTEMA 

A continuación presentamos un esquema general del sistema de reconocimiento. Este 

se basa en la modelización mediante modelos ocultos de Markov de un conjunto de 

palabras descrito en el capítulo 2, de fOlIlla que el reconocimiento se realiza en base a 

palabras aisladas, mediante la evaluación de las probabilidades a posteriori de generación 

de los diferentes modelos HMM, previamente construidos para cada palabra, por lo tanto, 

el sistema pertenece al conjunto denominado de reconocimiento de palabras aisladas. 

En la figura 5.1 se muestra un diagrama de flujo de datos para el sistema. En el 

bloque de extracción de parámetros se incluye también la extracción de la energía 

logarítmica y de los parámetros dinámicos, aunque en detenuinadas fases del diseno sólo 

se tengan en cuenta parte de los parámetros que figuran en el diagrama A continuación 

describimos cada una de las partes que componen el sistema. 
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SEíilAL ANALOGICA 
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Figura 5.1. Esquema general del sistema básico de reconocimiento 
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-5.2.1. PREPROCESADO DE LA SEN AL 

En este primer bloque del sistema, la seflal de voz analógica es filtrada y muestreada 

adecuadamente para obtener una representación digital de la misma. En la implementación 

actual del sistema, la frecuencia de muestreo está fijada a 8 KHz, con un filtrado previo 

que limita la seflal a la banda de frecuencias comprendida entre 60 Hz Y 3800 Hz. Una vez 

muestreada la seflal, se preenfatiza [Marke176b] con un filtro digital de función de 

transferencia 

• , Il = 0.95 (5.1) 

que elimina posibles niveles de contínua, y compensa la caida de 6 dB/década que presenta 

el espectro promedio de la voz humana. Esta caída es debida a los efectos de radiación y 

es conveniente eliminarla del proceso de análisis posterior. 

Una vez hecho ésto, se extrae una serie consecutiva de segmentos de la senal 

obtenidos desplazando sobre ésta una ventana de Harnrning de 32 milisegundos de 

duración en pasos de 8 milisegundos. Estos valores son apropiados para realizar un análisis 

LPC asíncrono de la senal de voz [Marke176b] con suficiente resolución temporal. Aunque 

estrictamente sólo sería necesario utilizar un muestreo temporal de periodo (desplazamiento 

de la ventana de Harnrning) 16 milisegundos para evitar el aliasing de los especbOS 

estimados para cada segmento [Rabiner78b), considerarnos un periodo menor para obtener 

valores más suavizados de los parámetros dinámicos del espectro. Una vez finalizado el 

proceso de análisis, los parámetros obtenidos son decimados a un periodo de 16 

milisegundos. 

Sobre los segmentos obtenidos de esta fonna, se evalúan las funciones energía y 

pasos por cero de la senal. Estas dos funciones se utilizan en un algoritmo explfcito de 

delimitación [Segura84) similar al propuesto por Rabiner [Rabiner75a,Lame181), para la 

obtención de los límites de las palabras, eliminando los silencios inicial y final con los que 

son grabadas. Este proceso de delimitación se describe con detalle en el capítulo 2. 

• 
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5.2.2. EXTRACCION DE PARAMETROS 

Sobre los segmentos obtenidos en la fase de preprocesado, tal y como se indica en la 

sección anterior, se realiza un anAlisis autoregresivo LPC en el que, a partir de los 

coeficientes de autocorrelación de los valores de la senal contenidos en el segmento con­

siderado, se calculan los p=lO primeros coeficientes de predicción lineal. Para este cAlculo 

se utiliza el algoritmo recursivo de Durbin [Rabiner78]. Junto con estos 10 coeficientes, 

también se extrae la energía logarítmica de las muestras de la senal contenidas en el seg-
• 

mento, simplemente sumando sus amplitudes al cuadrado y calculando el logaritmo natural 

del resultado. 

CarocterlsUcos espectrales 

A partir de los coeficientes de predicción lineal, y utilizando la expresión (4.8), se 

extraen los 20 primeros coeficientes cepstrum collespondientes a la envolvente del espectro 

LPC del segmento de seríal. Opcionalmente, estos coeficientes son transfonllados para 

obtener representaciones más adecuadas para tareas de reconocimiento. Estas 

transfonnaciones se detallarán m~s adelante. 

De esta fOlllla se obtiene un conjunto de 21 parámetros (20 cepstrum + la energía 

logarítmica), de entre los cuales se extraerán las utilizados para la representación de las 

características espectrales es~ticas de los segmentos de senal. 

CarocterlsUcos espectrales 

A partir de los parnmetros antes estimados, el sistema extrae un conjunto de 

parámetros para caracterizar la evolución temporal de las características espectrales de la 

sen al. Esta caracterización se realiza en base a una estimación de la "velocidad" de 

variación de dichos par~etros, estimación que se realiza utilizando los valores del primer 

coeficiente de regresión lineal de los parámetros esúticos (cepstrum y energía) sobre un 

conjunto de segmentos en tomo al actual. Los parámetros así obtenidos se denominan 

~cepstrum y knergfa, y se definen en la fonlla siguiente 
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+R 
1: m e",,, (n) 

".=-R 
~ e, (n) = ---+R------- (5.2a) 

1: m
2 

". R 

+R 

1: m E, 1," 
A E "".!.=:~R ____ --o ,=- +R (5.2b) 

1: m2 

". R 

donde el subíndice t indica el instante de tiempo conespondiente al segmento considerado, 

y R es la semilongitud del intervalo de regresión utilizado; E es la energía logarítmica y 

e (n) es el n-ésimo coeficiente cepstrum de la señal. 

Los valores así obtenidos son una aproximación a la pendiente de la evolución 

temporal de los parámetros estáticos o, equivalentemente, la velocidad de variación de 

dichos parámetros. 

La longitud del intervalo de regresión debe elegirse lo suficientemente grande como 

para obtener estimaciones adecuadas de las características dinámicas del espectro, y lo 

suficientemente breve como para que no se introduzca un suavizado excesivo en los valores 

estimados, de forllla que los parámetros dinámicos modelen adecuadamente las zonas 

transicionales de la sertal producidas por los efectos coarticulatorios entre los fonemas de 

las palabras. En el presente trabajo elegimos un valor de 56 ms (R = 3 segmentos) para el 

intervalo de regresión, del mismo orden del utilizado en otros trabajos 

[Furui86a, Soong88b]. 

Aunque se pueden derivar coeficientes de regresión de orden superior como 

coeficientes de polinomios ortogonales de ordenes superiores [Appelbaum90], Furui 

[Furui81] mostró que, para la comparación de características dinámicas de espectros, el 

coeficiente de primer orden es usualmente suficiente. 

En base a estos coeficientes, se puede estimar la variación temporal del espectro 

logarítmico de la sertal en la fOJlna 
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• a 10gH,(e)W) I 

-- at (5.3) 
,. : 

donde el subíndice t denota la dependencia implfcita de las magnitudes consideradas con 

el tiempo. Como se hizo para los espectros estáticos, se puede definir una aproximación a 

la distancia media entre las derivadas temporales de los logaritmos de las envolventes 

espectlales de fouIla análoga a la definida en (4.12) 

L 
dt.cEP(xr , xs ) = L [&:r(n) - &:s(n)]2 (5.4) 

11=1 

que pennite calcular similitudes entre derivadas temporales de dos envolventes espectrales 

logarítmicas. Como la expresión (4.12), (5.4) representa una aproximación a la distancia. 

En la figura 5.2 se muestran los espectrogramas de una palabra generados a partir de 

los coeficientes cepstrum y ~cepstrum obtenidos en la fase de extracción de parámetros del 

sistema. Como puede comprobarse de la figura, las zonas transicionales entre fonemas 

quedan bien diferenciadas de las zonas estacionarias porque las primeras presentan valores 

significativos en el espectrograma dinámico de la senal a diferencia de las segundas. 

En la bibliografía pueden encontrarse otras aproximaciones a la caracterización de las 

propiedades dinámicas de los espectros de la senal de voz, en las que se utiliza una 

aproximación en diferencias finitas para las derivadas [Lee88b]. Sin embargo, aunque esta 

aproximación es más sencilla de cálculo, la evolución temporal de los parámetros obtenidos 

mediante el método de regresión es más suave. 

Por último, el vector resultante, de 42 componentes, foullado por parámetros estáticos 

y dinámicos del espectro de la sen al , es decimado a 16 ms promediando los valores de dos 

segmentos consecutivos de la sen al, lo que reduce los requerimientos de cálculo en las 

etapas posteriores del sistema. Esta decimación no constituye pérdida de infollnación ya 

que, debido al filtrado introducido por la ventana de Hamming de 32 ms de duración, el 

periodo mínimo de los parámetros obtenidos del análisis es de 16 ms. 
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Figura 5.2. Espectrogramas de /SIETE/. Estático (arriba) y Dinámico (abajo) 

5.2.3. CUANTIZACION VECTORIAL 

Para el proceso de cuantización vectorial se utilizan uno o varios diccionarios 

construidos con el algoritmo jerárquico detallado en la sección 4.4. En el caso de utilizar 

un vector formado por un único tipo de parámetros (cepstrum o L\cepstrum), el diccionario 

se construye utilizando una distancia eucHdea entre vectores. 

Para la otra posible configuración, en la que se utiliza un vector compuesto por 

diferentes tipos de parámetros, se utiliza una distancia compuesta, definiéndola como una 

combinación lineal de los valores de las distancias euclídeas para cada tipo de 

componentes. Los factores de la combinación lineal se detellllinan experimentalmente. O 

bien se utilizan diccionarios independientes para cada tipo de parámetros. El proceso 

completo se detallará más adelante. 

El proceso de cuantización vectorial sustituye cada vector de parámetros por uno, o 

varios sfmbolos, dependiendo de la utilización de un único diccionario, o diccionarios 

• 
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separados para cada tipo de parámetros. Este proceso de sustitución se ...,. en base a la 

selección del centro del diccionario collespondiente con menor distancia respecto al vector 

considerado. I.as secuencias de sfmbolos asf obtenidas se utilizan como observaciones de 

los modelos HMM discretos. 

5.2.4. CLASIF1CACION 

Una vez transformadas las palabras en secuencias de sfmbolos a través de las fases 

de preprocesado, extracción de parámetros y cuantización vectorial, el proceso final de 

clasificación del sistema consiste en la evaluación de las probabilidades a posteriori de 

generación de los modelos de Marlcov previamente construidos en la fase de entrenamiento 

del sistema. La clasificación se realiza seleccionando el modelo cuya probabilidad de 

generación es máxima para la secuencias de sfmbolos observada. 

Opcionalmente, el sistema incorpora al proceso de decisión, infonnación relativa a las 

duraciones de los estados para la secuencia incógnita. Esto se hace obteniendo la 

decodificación en estados de la secuencia mediante el algoritmo de Viterbi, y determinando 

las duraciones de los estados obtenidos para esta decodificación. A continuación se evalua 

la probabilidad de estas duraciones utilizando las distribuciones de probabilidad de 

duración de estados para cada modelo, obtenidas en la fase de entrenamiento a partir de la 

decodificación en estados de cada una de las secuencias de entrenamiento para cada 

modelo. Esta probabilidad se combina con la probabilidad de generación del modelo para 

obtener una probabilidad final que es la utilizada en la clasificación de las 

incógnita. La descripción detallada de este proceso se mostrará más adelante. 

5.2.5. ENTRENAMIENTO DEL SISTEMA 

• secuencias 

El entrenamiento del sistema se realiza en base a los vectores de parámetros 

obtenidos para un conjunto de repeticiones de cada palabra que denominaremos conjunto 

de entrenamiento. La totalidad de estos vectores (los de todas las repeticiones de todas las 

palabras en este conjunto) se utiliza como conjunto de vectores de entrenamiento para la 

construcción del diccionario. 

Una vez construido el diccionario VQ, el conjunto de entrenamiento es cuantizado 

transfolIllando las palabras, hasta ahora caracterizadas por secuencias de vectores, en 
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secuencias de símbolos discretos. secuencias de símbolos así obtenidas para cada 

palabra, se utilizan para la estimación de los parámetros de los modelos de Markov. El 

método utilizado en el entrenamiento de los modelos es un algoritmo iterativo que parte de 

los valores iniciales obtenidos mediante segmentación lineal de las secuencias de 

entrenamiento, y reestima los valores mediante el método Baum-Welch. 

5.2.6. CONF1GURACION BASICA DEL SISTEMA. RESULTADOS PREVIOS 

Como punto de partida en el disef'lo del sistema de reconocimiento, se realizó un 

experimento para determinar las tasas de ellor de un sistema básico en el que únicamente 

se utilizan coeficientes cepstrum en el vector de parfunetros para la caracterización de las 

propiedades espectrales de los segmentos de sef'lal obtenidos en el preprocesado. 

ConjlllllOS de y test 

Dado el volumen relativamente reducido de la base de datos, los experimentos 

realizados sobre la misma y a los que se refieren los resultados que se mostrarán en lo que 

sigue, salvo que se indique lo contrario, se diseñaron en base a una técnica similar a la 

denominada leaving one out [Duda73]. Cuando el volumen de la base de es lo 

sificientemente grande, el enor de un sistema de reconocimiento puede estimarse sin más 

que divir ésta en dos conjuntos disjuntos, uno de los cuales se utiliza como conjunto de 

entrenamiento del sistema, y el otro para el test del mismo. Sin embargo, cuando el 

volumen de la base de datos es reducido, la elección de un conjunto de test grande, para 

que los resultados sean estadísticamente significativos, fuerza a utilizar un conjunto de 

entrenamiento reducido, con lo que el sistema estará pobremente entrenado. La elección de 

un conjunto de entrenamiento grande, deja pocos datos para el conjunto de test, lo que 

incidirá negativamente en la significación estadística de los resultados obtenidos. 

En esencia, la aproximación leaving one out se basa en el hecho de que se puede 

realizar más de una partición disjunta de una base de datos. En el Hmite, se puede realizar 

tantas particiones disjuntas como secuencias forlllan la base de datos, de fOllna que en cada 

una de ellas sólo una secuencia fOlll1a parte del conjunto de test, y el resto fOulla parte del 

conjunto de entrenamiento. De esta fOlll1a, el sistema está virtualmente entrenado con todas 

las secuencias de la base de datos. Para obtener resultados significativos, basta con entrenar 

y evaluar el sistema sobre todas las particiones posibles de la base de datos, y promediar 
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los resultados. En el presente trabajo utilizan~mos dos conjuntos de particiones de la base 

de datos, que pasamos a describir a continuación. 

Experimentos nultilocutor LIOur 

El primer tipo de experimentos concsponde a conjunto de particiones para 

configuraciones multilocutor del sistema. En este tipo de experimentos, el sistema es 

evaluado sobre un conjunto de secuencias correspondientes a locutores que fOlman parte 

del conjunto de entrenamiento. Este tipo de experimentos los denominaremos en adelante 

LIOur, y se realizan sobre tres particiones de la base de datos, en cada una de las cuales, 

dos repeticiones de cada palabra de la base de datos, pronunciadas por cada locutor se 

utilizan como conjunto de entrenamiento, y la tercera se utiliza como conjunto de test Los 

resultados se obtienen promediando los concspondientes a cada una de las tres particiones. 

El número de repeticiones de cada palabra en el conjunto de entrenamiento es de 80, y el 

sistema se evalua sobre un total de 1920 casos concspondientes a las tres repeticiones de 

cada palabra para cada uno de los 40 locutores. 

Experimentos independientes del locutor L40ur 

El segundo tipo de experimentos realizados concsponde a una configuración 

independiente del locutor del sistema. En esta configuración, el sistema es evaluado sobre 

un conjunto de locutores diferentes a los que componen el conjunto de entrenamiento. Para 

estos experimentos se han utilizado cinco particiones de la base de datos, en cada una de 

las cuales, las tres repeticiones de cada palabra pronunciadas por ocho locutores (cuatro 

masculinos y cuatro femeninos) forman el conjunto de test, y el resto (32 locutores, 16 

masculinos y 16 femenioos) forman el conjunto de entrenamiento. El número de 

repeticiones de cada palabra en el conjunto de entrenamiento es de 96, y de nuevo, el 

sistema se evalua sobre 1920 casos concspondientes a los 40 locutores de la base de datos, 

con un conjunto de entrenamiento forlllado por 32 locutores. 
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de los diccionarios 

Para la conml ucci6n de los diccionarios se utilizó el algoritmo jerárquico expuesto en 

la secci6n 4.4 con una distancia euclídea entre vectores fOlllladOS por los 10 primeros 

coeficientes cepstrum de los segmentos de senal. El número de centros para el diccionario 

se fij6 a 64, con un parámetro de convergencia V, del 0.1 % para la distorsi6n media del 

diccionario, y un valor J.1=Ü.OOl para la perturbaci6n de los centros en el proceso de 

divisi6n jerárquica. El conjunto de vectores utilizados en la construcci6n del diccionario es 

el fonnado por todos los vectores de las secuencias que componen el conjunto de 

entrenamiento. 

En el entrenamiento de los modelos se utilizó una fOllnulaci6n de estimaci6n de 

máxima probabilidad, de fOlllla que el modelo de cada palabra del vocabulario se entrenó 

con repeticiones de dicha palabra e independientemente de los modelos COI I espondientes al 

resto de las palabras del vocabulario. 

Para la estimaci6n de los parámetros de los modelos HMM se utilizaron las f611nulas 

de reestimaci6n Baum-Welch en un proceso iterativo de estimaci6n-modificaci6n, en el 

que, a partir de las estimaciones iniciales de los parámetros, obtenidas mediante una 

segmentación lineal de las secuencias de entrenamiento, se evalúan las probabilidades hacia 

delante y hacia atrás, y con ~tas se reestiman los valores de los parámetros. 

Este proceso se repite iterativamente hasta que la probabilidad de generaci6n del 

conjunto de secuencias de entrenamiento para cada modelo no varía de forma apreciable. 

La decisi6n de finalizaci6n del algoritmo se realiza en base a la variaci6n relativa de la 

probabilidad logarítmica de generaci6n, de fOlllla que se itera hasta que ~ta no rebasa un 

umbral prefijado. En estos experimentos se fij6 al 0.1 % dicho umbral. 

La suavizaci6n de las probabilidades de generaci6n de símbolos se realizó fijando un 

límite inferior de 1O~, de fOlllla que, tras cada iteraci6n de reestimaci6n, todas las 

probabilidades inferiores a dicho valor se sustituyeron por éste, nOllllalizando despu~ los 

valores a la unidad. 
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El número de estados para todos los modelos se fij6 a 5, dado que es un valor 

próximo al número medio de fonemas que fOJlnan las palabras del vocabulario. Al final del 

capítulo se muestran resultados relativos a la determinaci6n experimental del valor 6ptimo 

de dicho parámetro. 

En los resultados que se muestran a continuaci6n, no se utilizó ninguna 

transformaci6n en los coeficientes cepstrum, ni tampoco se incorporó información sobre la 

duraci6n de los estados de los modelos. 

pr~ios de reconocimiento 

Para el sistema de reconocimiento antes propuesto, se evaluaron las tasas de ellor 

sobre la configuraciones multilocutor (experimento LIOUI') y independiente del locutor 

(experimento IAOUI') obteniendo los resultados que se muestran en la Tabla 1 

CONFJGURACION ERRORES 

LlOUT 15.07% 

lAOUT 18.90% 

Tabla 1. Resultados previos para el sistema de referencia 

Como se puede observar, los resultados no son satisfactorios. Además existe una amplia 

diferencia (en tomo al 4%) entre los obtenidos para las dos configuraciones del sistema, 

siendo el error especialmente alto para el caso independiente del locutor, en el que el 

sistema no está entrenado con los locutores del conjunto de test. Estos primeros resultados 

sugieren el hecho de que los parámetros utilizados no son adecuados para la caracterizaci6n 

de las observaciones en el caso de múltiples locutores (tanto multilocutor como 

independiente del locutor). 

En las siguientes secciones se describen modificaciones sobre el conjunto de 

parámetros utilizados para mejorar el rendimiento del sistema. Estas modificaciones se 

centrarán en la transfollnaci6n de los coeficientes cepstrum, y en la incorporaci6n de 

nuevas carcterfsticas del espectro de la señal al vector de parámetros. 
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5.3. TRANSFORMACIONES DE LOS COEFICIENTES CEPSTRUM 

La elección de la función distancia utilizada en un sistema de reconocimiento basado 

en comparación de patrones o cuantización vectorial, es una cuestión de gran importacia, 

ya que gran parte de tales sistemas descansa en el cálculo de distancias entre segmentos de 

sen al. Por este motivo, el estudio del comportamiento de dichos sistemas frente a las 

medidas de distancia utilizadas ha sido un problema ampliamente estudiado. 

Se ha propuesto una gran variedad de medidas de distancia [Itakura75a, Gray76], 

entre las que la razón de semejanza (Likelihood Ratio), y la distancia euclídea entre 

vectores de coeficientes cepstrum han sido las m~ ampliamente utilizadas. La distancia 

euclfdea entre coeficientes cepstrum ha sido utilizada con diferentes variantes, debido a su 

fOBlla sencilla, y a la propiedad de que es una aproximación a la distancia cuadrática media 

entre los espectros logarítmicos representados por los coeficientes cepstrum, tal y como se 

mostró en la sección 4.4.1. 

Una de estas variantes es la distancia cepstral con pesado estadístico, inicialmente 

propuesta por Furui [Furui81], y que consiste en pesar cada componente del cepstrum con 

la inversa de su varianza estadística. 

Paliwal [paliwal82] estudió el comportamiento de una distancia cepstral pesada en la 

que cada componente del vector de coeficientes cepstrum se pesa con el índice del 

coeficiente. 

Juang [Juang87] abordó el problema genérico del pesado de la distancia cepstral 

como un problema de filtrado en el dominio del cepstrum, y probó varias formas para el 

filtro cepstral. 

Todos estos métodos de pesado de la distancia cepstral han ofrecido mejoras 

significativas en el rendimiento de los sistemas en que han sido probadas. 

Una alternativa al pesado de la distancia eucHdea, es la de definir dicha distancia 

sobre espectros muestreados en escala MEL. La escala MEL es una escala logarítmica de 

frecuencias que aproxima la escala perceptual del oido humano. Lee [Lee88b] mostró que 

una transformación de frecuencia obtenida a través de la transfoBuación bilinea1 
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[Oppenheim75], y que aproxima la escala de frecuencias MF] " ofrece mejoras 

significativas en el rendimiento de su sistema de reconocimiento. 

A continuación describiremos con detalle estas aproximaciones a la modificación de 

los coeficientes cepstrum, y aportaremos argumentos que justifican la elección del método 

de filtrado cepstral frente a los demás. 

5.3.1. PESADO ESTADISTICO 

Las distribuciones estadísticas de los valores de los coeficientes cepstrum, estimadas 

para un conjunto amplio de locutores, muestran un comportamiento de tipo gausiano. 

Además, las varianzas decaen monótonamente con el índice del coeficiente [Tohkura87], 

así, los coeficientes de orden alto tienen una varianza mucho menor que los coeficientes de 

orden bajo, lo que implica que estos últimos representan una fracción menor de la distancia 

total que los primeros. 

Una distancia con mayor significado estadístico, utilizada con frecuencia en 

problemas de clasificación de patrones, es la distancia de Mahalanobis, que se puede 

definir en la fOlllla 

(5.5) 

donde c, y C8 son dos vectores de coeficientes cepstrum y 1: es la matriz de covarianza de 

dichos coeficientes. Los principales inconvenientes de esta distancia son, la gran cantidad 

de cálculo requerida, y la estimación de los coeficientes fuera de la diagonal de L 1 debido 

a su bajo valor y al proceso de inversión de la matriz, lo que generalmente lleva asociados 

ellores de estimación. 

Una posible solución a estos problemas es la de asumir que la matriz de covarianza 

es diagonal, y redefinir consecuentemente la distancia en la fOJllla 
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L 
dMCEP = L w(n)[c,(n) - c,,(n)]2 (5.6a) 

11:1 

L 
= L [c,(n) - c,,(n)]2 (5.6b) 

11=1 

c(n) = c(n) 
O,. 

(5.6c) 

donde w (n) es la inversa de la varianza del coeficiente c (n). De esta forma se obtiene una 

distancia entre coeficientes ecualizados en varianza c(n). o,. es la desviaci6n típica del 

coeficiente c (n). 

5.3.2. DISTANCIA PESADA 

Otra fonlla de pesado de la distancia entre vectores de coeficientes cepstrum, fue 

inicialmente propuesta por Paliwal [paliwal82], basada en consideraciones perceptuales, y 

se define en la fonna 

L 

dQCEP = Ln2 [c,(n)-c,,(n)f (5.7a) 
,.=1 

L 
= L [c,(n) - c.r(n)]2 (5.7b) 

,.=1 

c(n) = n c(n) (5.7c) 

Esta distancia fue comparada por Tohkura [Tohkura87] con la obtenida mediante pesado 

estadístico, obteniendo resultados similares. De hecho, estas dos distancias presentan 

grandes similitudes si se tiene en cuenta [Oppenheim75a. Juang87] que el decaimiento de 

los coeficientes cepstrum de una señal el del orden de lIk donde k es el índice del 

coeficiente. 

Esta distancia está relacionada con la distancia entre las pendientes de los espectros 

logarítmicos. Si derivamos (4.9) respecto a la frecuencia obtenemos 
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F'(e JW ) = -j n c(n)eJ-

,.-

y por 10 tanto, la distancia entre las pendientes espectrales se puede 

escribir en la fOllna siguiente 

• • 

d[F',(e JW ) ,F'" (e JW )] = 
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(5.8) 

(5.9) 

de donde se puede deducir que la distancia definida por (5.7) es una aproximaci6n a la 

distancia entre las pendientes de los espectros logarítmicos. 

5.3.3. F'II ,TRADO CEPSTRAL 

Tohkura [Tohkura87] mostró que la mejora introducida por el pesado estadístico de 

la distancia cepsUal dMCEP se debe al deénfasis de los coeficientes de orden bajo, y no al 

énfasis de los coeficientes de orden alto del cepstrum de la señal. Este efecto es similar 

para la distancia cepstral pesada dQCEP. Además comprobó que el rendimiento de la 

distancia (en ténuinos de un menor error de reconocimiento) aumentaba al aumentar el 

número de coeficientes cepstrum considerado en la misma, pero s610 hasta llegar a un 

número de coeficientes igual al orden de predicción utilizado en el análisis LPC. A partir 

de éste valor, vuelve a aumentar el error del sistema de reconocimiento. Estos dos hechos 

inducen a pensar que el énfasis excesivo de los coeficientes de orden alto del cepstrum 

provoca efectos petjudiciales, y que la principal ventaja del pesado de la distancia radica en 

el deénfasis de los coeficientes de orden bajo. 

Juang [Juang87] realizó un estudio sobre las fuentes de la variabilidad de los 

coeficientes cepstrum extraidos de análisis LPC. En éste se concluye que, tanto los 

coeficientes cepstrum de orden bajo como los de orden alto, presentan variabilidades no 

deseadas para procesos de comparaci6n de patrones. De un lado, los coeficientes de orden 

bajo (típicamente los 2 ó 3 primeros) presentan una variabilidad provocada por las 

condiciones del canal de transmisión utilizado en la adquisición de la señal y caractrfsticas 

propias del locutor tales como la fOlllla de la onda glotal. Estas contribuciones afectan 

principalmente al decaimiento global del espectro, que a su vez se manifiesta 

principalmente en los primeros coeficientes del cepstrum de la señal . 

• 
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En cuanto a los coeficientes de orden alto, éstos presentan una variabilidad 

artificialmente alta debido al proceso de análisis, lo que se puso de manifiesto mediante 

estudios de simulación [Juang87]. 

Del conjunto de las consideraciones antes expuestas, se deduce que la función peso 

para la distancia entre vectores de coeficientes cepstrum debe deenfatizar tanto los 

coeficientes de orden bajo como los de orden alto. El proceso de pesado de los coeficientes 

cepstrum puede contemplarse como un filtrado en el dominio del cepstrum en la fOulla 

L 
dMCEP = L w 2(n)[cr (n) - c,,(n)]2 (5. lOa) 

11=1 

L 
= L [cr(n) - c,,(n)]2 (5.IOb) 

11=1 

c(n) = w(n)c(n) (5. lOe) 

donde w (n) es una ventana en el dominio del cepstrum, que realiza un filtrado pasa-banda 

del espectro logarítmico de la señal en el dominio del cepstrum, y L es la longitud del 

filtro. En la figura 5.3 se representan algunas fOullas posibles para el filtro pasa-banda (o 

filtro de liftering). La figura 5.3a corresponde a una distancia euclídea sobre las secuencias 

truncadas de coeficientes cepstrum, la 5.3b conesponde a la distancia dQCEP definida en 

(5.7), la 5.3c es una versión saturada de ésta última, y las 5.3 d e y f representan diferentes 

fOlmas de filtros simétricos. 

Experimentos sobre reconocimiento con distancias euclídeas sobre coeficientes 

cepstrum filtrados con algunas de estas ventanas mostraron [Juang87] que la que mejor tasa 

de reconocimiento ofrece es la conespondiente a un filtro seno-remontado tal y como el de 

la figura 5.3f de la foulla 

L n1t 
w(n) = 1 + 2 sen( L ) (5.11) 

donde la elección de la longitud L de la ventana de lifter determina el número de 

coeficientes cepstrum considerado. En los experimentos antes citados de Juang, los 

resultados óptimos se obtuvieron para el valor L=12 en un sistema en el que el análisis 
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(d) TRAPEZOIDAL (e) TRIANGULAR (1) SENO REMONTADO 

Figura 5.3. Filtros de liftering 

LPC se realizó con orden de predicción p=8 y frecuencia de muestreo fs = 6.6 KHz. 

En cuanto al efecto de dicho filtrado sobre el espectro de la señal, en la figura 5.4a se 

muestran los espectros LPC conespondientes a siete segmentos consecutivos de una vocal, 

y en las figuras 5.4b y 5.4c se muestran los espectros collespondientes para los filtros 

mostrados en las figuras 5.3b y 5.3f. La senal se muestreó a 8 KHz Y se realizó un 

gor---------.-----~---,----------~--~----~ 

o~--~----~--------~----------~--------~ 
o t 2 

kHz 
3 

Figura 5.4a Espectros originales LPC 
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análisis LPC con orden de predicción p = 10, a partir del cual se extrajeron los coeficientes 

cepstrum. La longitud de los filtros utilizados para la generación de los espectros de las 

figuras 5.4b y 5.4c fué L=16. 

Como puede apreciarse, el efecto principal del filtrado es el "allanamiento" del 

espectro, y el "ensanchamiento" de los picos del mismo (conespondientes a los fOllnantes), 

lo que reduce la excesiva sensibilidad de la distancia a las frecuencias fOllnantes, 

preservando las características globales del espectro. 
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5.3.4. TRANSFORMACION DE LA ESCALA DE FRECUENCIAS 

Otra aproximación posible a la modificación de la distancia cepstral es la propuesta 

por Davis y Mennelstein [Davis80], que mostraron que los coeficientes cepstrum en escala 

MEL dan los mejores resultados sobre un conjunto de parámetros que contiene los 

coeficientes cepstrum derivados en escala MEL (MFCC) , coeficientes cepstrum en escala 

lineal a partir de FFI' (LFCC) , coeficientes cepstrum en escala lineal a partir de LPC 

(LPCC), coeficientes LPC (LPC) Y coeficientes de reflexión (RC). Para los coeficientes 

cepstrum y los coeficientes de reflexión se utilizó una distancia euclfdea y para los 

coeficientes LPC la distancia de ltakura-Saito. Las pruebas se realizaron en un sistema 

basado en programación dinámica DTW, monolocutor, sobre un conjunto de 52 palabras 

monosflabas. Los resultados de reconocimiento se reproducen en la Tabla n. 

CONFIGURACION ACIERTOS 

PARAMETRO DISTANCIA LOCUTOR 1 LOCUTOR 2 MEDIA 
--.-----

MFCC EUCLIDEA 96.5% 95.0% 95.75% 

LFCC EUCLIDEA 94.7% 87.6% 91.15% 

LPCC EUCLIDEA 92.6% 87.3% 89.95% 

LPC ITAKURA 85.2% 84.3% 84.75% 

RC EUCLIDEA 83.1% 77.5% 80.30% 

Tabla ll. Comparación de diferentes parámetros. 

En la tabla se observa el mejor rendimiento de los coeficientes cepstrum distribuidos en 

escala MEL frente a los demás parámetros. Además, se observa que los coeficientes 

cepstrum obtenidos a partir de FFI' y LPC ofrecen unos resultados similares y superiores a 

los obtenidos con los coeficientes LPC con la distancia de ltakura y con los coeficientes de 

reflexión con distancia euclídea. 
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EscaIaMEL 

La escala MEL es una aproximación a la escala logarfttnica de percepción del oido 

humano, dada por las relaciones 

f = 600 senh (g/6) (5. 12a) 

g = 610g [ (f /600) + ~ 1 + (f /600)2 ] (5. 12b) 

donde f está en Hertzios (escala lineal) y g en Barks (escala MEL). La collespondencia 

entre las dos escalas se ' muesUa en la figura 5.5. Una distribución lineal de frecuencias en 

escala MEL collesponde a una distribución logarfnnica de frecuencias en escala lineal, y 

por lo tanto, a realizar un muestreo mas frecuente en la zona de bajas frecuencias que en la 

zona de altas frecuencias. La obtención del espectro de una señal en escala MEL requiere 

del muestreo unifonne del mismo sobre la escala MEL, lo que puede realizarse a través de 

• 

MEL [9ark] 

22 

20 

18 

16 

14 

12 

10 

8 

6 

4 

2 

0L--L~L-~~--~~--~~--~~--~~~ 

O 1 2 3 4 5 6 7 8 9 10 11 12 

LINEAL [KHz] 

Figura 5.5. Correspondencia entre las escalas MET. y LINEAL 
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un banco de filtros pasa-banda con anchos de banda distribuidos uniformemente en escala 

MEL, sobre el rango de frecuencias deseado. A partir de estas muestJas del espectro, se 

pueden obtener los coeficientes cepstrum mediante la transfoJluada inversa de Fourier. En 

la figura 5.6 se muestran los diagramas de bloques del proceso para la obtención de los 

coeficientes cepstrum en escala MEL a partir de la señal x (n) y a partir de los coeficientes 
A 

cepstrum e (n) obtenidos en escala lineal donde los valores X (k) Y e (n) representan 

valores en escala MEL. Un método como el descrito fue utilizado por Davis [Davis80) 

para la extracción de coeficientes cepstrum en escala MEL a partir de espectros FFI', 

utilizando un banco de filtros triangulares con anchos de banda en escala MEL similar al 

mostrado en la figura 5.7. 

, 

bilineal 

Una alternativa al proceso de transfollllación de los coeficientes cepstrum a escala 

MEL antes expuesto, fue propuesto por Shikano y utilizada por Lee [Lee88b), basado en la 

transformación bilineal para aproximar la escala de frecuencias MEL. 

La transformación bilineal [Oppenheim75b) es una transfollllación definida sobre el 

plano complejo z, que realiza una transfonnación no linea] de] eje de frecuencias. Esta 

.(n) 
xC,) BANCO DE Xc,) lo9lX('~ 

FFT FIL TROS EN LOG! ! FFT- 1 e(n) 

ESCALA "'EL 

(o) CALCULO DE e(n) A PARTIR DE x(n) 

c(n) 
lo9lX('~ • • 

.J FFT 
xC,) BANCO DE x(k) lo9lX('~ 

EXP LOG! ! FFT-1 
- 1 FIL TROS EN e(n) 

ESCALA "' EL 

(b) CALUCLO DE c(n) A PARTIR DE c(n) 

Figura 5.6. Obtención de los coeficientes cepstrum en escala MEI, 
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Frecuencia [Hz] 5000 

Figura 5.7. Banco de 9 filtros en escala MEL 

transformaci6n ha sido utilizada en el diseño de filtros digitales a partir de prototipos 

pasa-baja mediante un cambio en la escala de frecuencias. 

En esencia, la transfollnaci6n bilineal es un filtro pasa-todo que convierte el círculo 

unidad del plano complejo z en otro círculo unidad de un nuevo plano complejo Z de 

fOlllla que la conespondencia angular entre los dos planos es no-lineal. La transformaci6n 

bilineal tiene la fOlma siguiente 

Z-I= • , lal < 1 (5.13) 

donde z y Z son las variables complejas original y transformada respectivamente, y a es 

un parámetro que controla la transfolIllaci6n. Para obtener la relaci6n entre las fiecuencias, 

basta con evaluar la transfollnaci6n sobre el círculo unidad, es decir 

" 

Z = eJw 
(5.14) 

donde cp es la frecuencia original y w la transformada. Luego la transfonnaci6n bilineal 

sobre el cfrculo unidad toma la fOlllla 
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(5. ISa) 

• 

e-P" + a 
• 

I + ae-JW 
(5.15b) 

relaciones a partir de las que, después de ciertas transformaciones, se llega a la relación 

(5.16) 

La compresión-expansión realizada por la transformación bilineal est{l controlada por el 

valor del parrunetro a. Tal y como se muestra en la figura 5.8, valores positivos de a 

provocan una compresión en la zona baja de frecuencias y una expansión en la zona alta, y 

para valores de a negativos se produce el efecto contrario. Puede comprobarse que, para 

frecuencia de muestreo de 8KHz, la transfOlmación bilineal con a=O.4 cOllesponde 

aproximadamente a la transformación de frecuencia a escala MEL, como puede apreciarse 
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Figura 5.8. Correspondencia de frecuencias en la transfollllación bilineal 
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en la figura 5.9. 

La ventaja de la utilización de la transfonnación bilineal en lugar de la 

transfOlmación directa expuesta anteriollllente es que pellilite obtener una expresión 

matricial para la transfollnación de los coeficientes cepstrum, que se aproximarán a los 

obtenidos mediante el cambio a escala MEL. La derivación completa de la matriz de 

transfonuación se muestra en el apéndice A, aquí sólo describiremos las relaciones 

principales. 

Dado un conjunto de coeficientes cepstrum e (k ), podemos expresar su espectro 

logarítmico en la fonna 

. : : 
F(e j +)= L c(k)e-jk+ (5.17) 

k " 

. 

Si denominamos F(e'W) al espectro logarítmico transfonnado, podemos escribir, haciendo 

uso de (5. ISa) 

3.5 

1.0 .o.' 

.o.6 

BllINEAL 0.5 

......... MEL 0.0 
o 0.5 1 1.5 2 2.5 3 3.5 4 

Frecuencia original [KHz] 

Figura 5.9. Comparación entre las escalas MEL y BILINEAL 
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f ; Q 

F(ejw) = LC(k) (5.18) 
k H 

y los coeficientes cepstrum e (n) transformados pueden obtenerse calculando la 

transformada inversa de (5.18) 

e(n) = 
+Jt . . dw 

F (e JW ) eJflw -
-Jt 21t 

= Lc(k) 
+Jt • • 

le :0 

I I e 

e(n) = L c(n) W(n,k) 
le NO 

W(n,k) = 
le 

le 

dw 
21t 

dw 
21t 

(5.19a) 

(5.19b) 

(5.20a) 

(5.20b) 

Tal Y como se muestra en (5.20), la transformación entre los dos conjuntos de coeficientes 

viene dada por la matriz de transformación lineal W. Los coeficientes de la transformación 

W (n , k) pueden obtenerse mediante un algoritmo recursivo detallado en el apéndice A. 

5.3.5. FILTRADO CEPSTRAL FRENTE A LA TRANSFORMACION BILINEAL 

Las técnicas antes expuestas de modificación del conjunto de coeficientes cepstrum, 

tanto el filtrado cepstral como la transformación de la escala de frecuencias, han mostrado 

mejoras significativas en el rendimiento de sistemas de reconocimiento basados en distancia 

euclídea entre conjuntos de coeficientes cepstrum, no apareciendo en la bibliografía 

revisada resultados comparativos de dichos métodos. Sin embargo, es posible aducir 

razones teóricas para la elección de una técnica de filtrado cepstral frente a la 

transformación en la escala de frecuencias. 

Como puede deducirse de las ecuaciones (5.20), los nuevos coeficientes cepstrum se 

obtienen como combinación lineal de los coeficientes originales, a través de la matriz de 

transformación W, lo que introduce correlaciones entre los nuevos coeficientes cepstrum. 
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Estas conelaciones aumentan con el valor de a. En la figura 5.10 se muestra la matriz de 

coeficientes de correlación, donde el valor de éstos se representa a través de la intensidad 

de gris del elemento. En la figura S.lOa se muestran la matriz de coeficientes de 

correlación de los cepstrum originales y en las figuras 5.1 Ob 5.1 Oc Y 5.1 Od se muestra 

dicha matriz de con elación para valores de 0.=0.2, 004 Y 0.6 respectivamente. De las 

figuras se desprende que la correlación es apreciable para a=OA, y bastante alta para 

0.=0.6, concentrándose principalmente en tomo a los elementos de la diagonal. 

Estas collelaciones no son deseables cuando, como se hará en las modificaciones 

expuestas en el siguiente capítulo, los conjuntos de coeficientes cepstrum van ha ser 

modelados como mezcla de gausianas, ya que la existencia de estas con elaciones obliga a 

considerar las matrices completas de covarianza de los coeficientes, y a no poder utilizar 

a) • 
• 

e) 

. ~', 
• • •• 

• 
• 

""" ,.~ ~, . -, ,\;' . :5 ! .• , 
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d) 

Figura 5.10. Matrices de conelación a) 0.=0.0 b) 0.=0.2 e) 0.--0.4 d) 0.=0.6 
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una matriz de covarianza diagonal, con los problemas de estimación que ésto conlleva, y el 

incremento en el coste computacional del sistema. Huang [Huang89] mostró cómo la 

con elación inducida por la transfonnación bilineal afecta al modelado con gausianas de los 

vectores de coeficientes cepstrum, obligando a considerar una matriz de covarlanza 

completa, o a aumentar el número de gausianas en las mezclas. Concluyendo que la 

suposición de matriz de covarianza diagonal es esencialmente adecuada para vectores de 

coeficientes cepstrum en escala lineal, pero es inadecuada en el caso de coeficientes 

cepstrum transfollnados bilinealmente. Estas mismas consideraciones son aplicables, en 

cierta medida, a los coeficientes cepstrum obtenidos en escala MEL, dada la similitud entre 

las dos transformaciones en frecuencia. 

5.3.6. SELECCION DE LA LONGITUD DE LA VENTANA CEPSTRAL 

Para detellninar el valor óptimo de la longitud L de la ventana de filtrado cepstral 

(5.11), se han realizado experimentos LI0UT multilocutor y lAOUT independiente del 

locutor para un sistema como el descrito en la sección 5.2.6, en el que los coeficientes 

cepstrum se han pesado en la fOlllla 

c(n) = c(n)w(n) 

L n1C 
w (n) = 1 + 2 sen( L ) 

• , 

• , 

En la tabla lIT y la figura 5.11 se muestran los resultados obtenidos. 

(5.21a) 

(5.21b) 
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LONGITUD LOCUTOR 
MUL TILOCUTOR 

LIF"I'ER INDEPENDIENTE 

SIN LIFIER 
15.07% 18.90% 

L = 10 

L = 8 16.01% 21.78% 

L = 10 13.36% 18.33% 

L = 12 11.58% 16.60% 

L = 14 11.53% 15.61% 

L = 16 12.47% 17.33% 

L = 18 12.21% 16.24% 

L =20 12.42% 15.41% 

Tabla lIT. Error de reconocimiento en función de L. 

De los resultados mostrados en la tabla III, se desprende que el valor óptimo de la longitud 

para la ventana de lifter es de L = 14, por lo que, en adelante, utilizaremos ~te valor. La 

..... ... LINO 

• MLOC 

22 • 

20 

18 

ERROR % 

16 

14 

12 

• • 

• 

• • 
• 

.... • lN) sw LIFTER 
• 

.......... 
". 

", ..... 0.",._ •... . .... - ,"" 
' . '. ". • •••• • • " o" ..... . .... . ... 

' ... .-,.- ' " , ' . 
.. o " 

• .....oc: S-.I LIf'TER 
' w 

10~--~---L--~----L---~--~--~~ 

6 8 10 12 14 16 18 20 

LONGITUD VENTA DE LlFTER 

Figura 5.11. Errores de reconocimiento frente a la longitud de la ventana de lifter. 
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disminución relativa en el enor de reconocimiento del sistema es de un 23.5% en el caso 

multilocutor y de un 17.4% en el independiente del locutor, mejoras que justifican la 

elección del pesado de los coeficientes cepstrum. 

5.4. INCORPORACION DE NUEV AS CARACTERISTICAS 

Las características espectrales dinámicas, conespondientes a las transiciones 

espectrales, son t3n importantes o mAs que las características estáticas del espectro de la 

seflal en la percepción humana de la voz [Ruske82], siendo las zonas de la seflal donde la 

variación espectral es mflxima, las que aportan la mayor cantidad de infonllación fon~tica 

de las snabas [Furui86]. 

Los primeros esfuerzos realizados para la incorporación de infonnación dimmica a un 

sistema de reconocimiento fueron hechos por Nadas [Nadas81], definiendo una distancia 

entre parejas de segmentos consecutivos de seflal. Este procedimiento dobla el número de 

parámetros a considerar, problema que fue solucionado mediante el uso de anMisis de 

componentes principales [Duda73c]. Esta aproximación tarnbi~n fue utilizada por 

Bocchieri y Doddington [Bocchieri86]. Los principales inconvenientes de este m~todo son 

el alto coste computacional, y los problemas de estimación de los elementos no diagonales 

de las matrices de covarianza, necesarias en el anMisis de componentes principales. 

De otro lado, Furui [Furui81] utilizó los primeros coeficientes de la expansión 

polinómica de la evolución temporal de los coeficientes cepstrum de los segmentos de de 

seflal, mostrando que éstos parlunetros son efectivos en sistemas de verificación de 

locutores. Esta forllla de incorporar características dinámicas del espectro de la seflal fue 

utilizada posterionnente por Furui [Furui86] en un sistema de reconocimiento de voz 

basado en DTW (programación dinámica), en el que dichas características se incorporaron 

a través de los coeficientes de regresión lineal de primer orden de los coeficientes 

cepstrum, mostrando que ~stos son incluso mAs efectivos que los coeficientes cepstrum a la 

vista de los resultados de reconocimiento de su sistema. En el presente trabajo utilizarnos el 

ócepstrum tal y como se definió en la sección 5.2.2, conespondiente al primer coeficiente 

de regresión lineal, para incorporar infollllación dinámica del espectro al sistema de 
• • reconocimiento. 
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Ouo parámetro que se ha mostrado útil en el reconocimiento de voz es la energía 

logarítmica de la senal [Brown82]. Rabiner [Rabiner84] mostró mejoras significativas al 

incorporar dicho parámetro a su sistema de reconocimiento de palabras conectadas. 

La energía. por si misma. no es una buena fuente de información. ya que presenta 

grandes variaciones entre locutores e incluso para un mismo locutor. ya que depende del 

volumen de locución. Es por ésto que es necesario realizar algún tipo de normalización 

sobre la misma. La aproximación generalmente utilizada es la de normalizar la energía de 

los segmentos de la senal restando el valor máximo de ésta en la palabra o frase en que 

están inmersos. 

Por último. la 6energía. definida en la sección 5.2.2. y que representa la evolución 

dinámica de la energía de la señal. también ha sido utilizado con buenos resultados. Furui 

[Furui86] y [Lee88b] mostraron la efectividad de este parámetro en reconocimiento de voz. 

incluso con resultados mejores que los obtenidos para la energía logarítmica. Ademfls. este 

parámetro. al estar expresado en renninos de diferencias de energías logarítmicas. no 

necesita ser normalizado. 

5.4.1. LA INTEGRACION DE LOS PARAMETROS EN EL SISTEMA 

Para la incorporación de varios parámetros a un sistema de reconocimiento basado en 

VQ. se han propuesto dos alternativas. La primera de ellas consiste utilizar una distancia 

compuesta y mantener inalterado el proceso de cuantización vectorial. La segunda 

alternativa consiste en suponer que los diferentes parámetros son estadíticamente 

independientes. y realizar un proceso de cuantización vectorial para cada uno de los 

diferentes tipos de parámetros. de forma que dicho proceso genere un código para cada 

tipo de parámetros. con 10 que cada segmento de senal quedarfl caracterizado. no por un 

único símbolo. sino por un conjunto de sfmbolos. uno para cada tipo de parámetros 

considerado. A continuación describiremos estas dos aproximaciones y ofreceremos 

resultados comparativos de las mismas sobre nuestro sistema de reconocimiento. 

-
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Distoncia compuesta 

La primera aproximación a la integración de los diferentes tipos de parámetros fue 

propuesta por Furui [Furui86], y consiste en definir una distancia compuesta, fonnulada en 

base a una combinación lineal de las distancias entre los diferentes tipos de paIámetros 

considerados. 

Considerando un conjunto de parámetros fonnado por el cepstrum, L\cepstrum, 

energía y L\energía en la fonna 

x = ({c(n)}II=l.L ,(L\c(n)}II=l.L ,E ,M) (5.22) 

definiremos una distancia compuesta en la fonIla siguiente 

(5.23a) 

L 

dc(cr,cs ) = L [cr(n) - cs(n)f (5.23b) 
11=1 

L 
ddc (L\cn Acs ) = L [Acr (n) - L\cs (n) ]2 (5.23c) 

11=1 

(5.23d) 

(5.23d) 

donde los pesos Wc ' W de' W e Y W de se eligen experimentalmente para rendimiento óptimo 

del sistema en ténninos del enor de reconocimiento. 

Con esta definición de distancia, y una vez seleccionados los valores para los pesos, 

el sistema de reconocimiento no se ve modificado más que en el proceso de cuantizaci6n 

vectorial debido a la nueva definición de la función distancia. 
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Una aproximación alternativa es la propuesta por Gupta [Gupta87] y utilizada por I.ee 

[Lee88b] , que se basa en la suposici6n de independencia estadística entre los diferentes 

tipos de parámetros. La cuantizaci6n vectorial se realiza disei'\ando un diccionario para 

cada parámetro y generando un conjunto de símbolos, en lugar de uno único, para cada 

segmento de la sei'\al. De esta fOllna, las probabilidades de observaci6n de los estados del 

modelo son producto de las probabilidades de observaci6n para cada uno de los diferentes 

tipos de sfmbolos, tal y como se indica en 5.24. 

• 

e 
• 

b¡(o,) = I1b¡j(o/) 
j=1 

y, = (0,1,0,2, ... ,o/) 

(5.24a) 

(5.24b) 

donde 01 denota el sfmbolo observado del tipo j en el instante de tiempo t, Y e es el 

número de sfmbolos por observación. Las fÓllnulas de evaluación y reestimación han de 

modificarse consecuentemente para tener en cuenta la nueva definición de probabilidades 

de observación para los modelos. 

A continuación describiremos los resultados obtenidos para las configuraciones 

multilocutor y independiente del locutor del sistema utilizando las dos aproximaciones 

antes citadas, comenzando por la conespondiente a la integración a través de una distancia 

compuesta. 

5.4.2. DISTANCIA COMPUESTA 

. 
A continuaci6n mostraremos las modificaciones necesarias en el sistema para la 

incorporación de las nuevas características en el caso de utilización de una distancia 

compuesta. En primer lugar describiremos el proceso de elección de los pesos óptimos para 

la composición de distancias, y a continuación discutiremos la detellllinación de los nuevos 

valores 6ptimos para el número de estados de los modelos y el número de símbolos en el 

diccionario de cuantización vectorial. Por último describiremos los resultados obtenidos 

para la nueva configuración del sistema. 
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Para la detenninación de los pesos óptimos en la composición de distancias, 

refollllularemos los valores de ~tos en renninos de las varianzas totales de cada uno de los 

tipos de parámetros en la fonIla siguiente 

L 

Ve = L ~e • 11=1 

L 

Vde=L~de • 11=1 

VI! = ~I! 

Vde=~de 

(5.25a) 

(5.25b) 

Donde Ve' V de, VI! Y V de representan las varianzas totales de cada uno de las diferentes 

características. y ~ representa la varianza. Esta nOIlIlalización se realiza para que los pesos 

W sean del mismo orden de magnitud. 

delpeso del 

En primer lugar. detenninaremos el peso relativo del ócepstrum. dado que esta 

característica es más eficiente que las collespondientes a la energfa y óenergfa. Para hacer 

ésto utilizaremos una distancia con wl! = wde = O en la fonIla 

(5.26a) 

(5.26b) 

en la que, haciendo variar J.lde entre O y 1 se consigue cubrir el rango de posibles valores 

para la combinación de las dos características. Los pesos óptimos están relacionados con 

J.lde según 
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(5.27) 

de fOlllla relativa, ya que un factor global de escala no afecta al rendimiento de la distancia 

en el sistema. 

Para la detenuinación del valor óptimo de Jlde' se ha realizado un experimento en el 

que dos secuencias de cada palabra para cada uno de los locutores de la base de datos se 

han utilizado como conjunto de entrenamiento, y la tercera como conjunto de test. Los 

resultados se muestran en la figura 5.12. En la figura 5.12a se muestra la variación del 

error de reconocimiento del sistema y en la figura 5.12b la variación de la distorsión media 

del diccionario. El valor óptimo de Jldc está en el rango 0.4 a 0.7, obteniéndose el m fnimo 

error para el valor Jldc = 0.65, que corresponde con el máximo en la distorsión media del 

diccionario, que a su vez coincide con el valor para el que la composición alcanza el valor 

máximo de varianza estadística. 

Estos valores corresponden a unos pesos Wc = 1 Y W de = 1.857, para los que se 

el cepstrum obtiene un elIor de 6.88% frente al 11.25% obtenido utilizando 

ERROR % 

13r-------------------------------------, 

12 

1 1 

10 

9 

8 

7 

6~~L-~ __ ~ __ ~ __ ~ __ ~ __ _L __ _L __ _L __ ~ 

O 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1 

Cep Dcep 

Figura 5.12a. Error frente a la combinación Cep/Dcep 
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0.60 r--------------------, 

0.55 

0.50 

0.45 

0.40 

0 .35 '-----'_--'-_---'-_--'-_--'--_...1..-_..1..-_'-------'-_--' 

O 0.1 0 .2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1 

~p ~~ 

Figura 5.12b. Distorsión media frente a la combinación Cep/Dcep 

127 

Ú1dc = O) Y al 12.03% obtenido utilizando sólo el ócepstrum (Ildc = 1), lo que indica que 

la composición de las dos caracterfsticas produce un rendimiento mayor que el obtenido 

para cada una de ellas por separado, y justifica la utilización conjunta de las dos 

caracterfsticas. 

Detellhúwcióll de los pesos para la energla y la Aenergla 

Una vez fijado el peso del ócepstrum, y dado que en experimentos previos se 

deterlllinó que la óenergía es una caracterfstica más efectiva que la energía, se procedió a 

la sintonización del peso de la óenergía, para lo que se forllluló una distancia en la forma 

(5.28) 

en la que los valores we Y wdc se fijaron a 1.000 y 1.857 respectivamente, y se varió IltÜ 

en el intervalo [0,1] en un experimento como el descrito en el apartado anterior con los 
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resultados que se muestran el la figura 5.12. El valor seleccionado para el peso relativo de 

la aenergía es el collespondiente a Jlde = 0.35. con un ellor de 5.00% frente al 6.88% 

obtenido en la configuración anterior. El valor cOllespondiente de wd« es 

ERROR % 

12r--------------------------------------, 

11 

10 

9 

8 

7 

6 

5 

4 

, 

3~--~---L--~--~~--~--~--~--~--~ 

O 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 

Cep+Dcep+Dener Ener 

Figura 5.13. Sintonización del peso de la aenergía 

11~--------------------------------------, 

10 

9 

8 

ERROR % 

7 

6 

5 

4~--~---L--~--~----~--~--~--~--~ 

O 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0 .9 

Cep+Dcep Dener 

Figura 5.14. Sintonización del peso de la energía 



J.Lde 
Wde = --- = 0.538 

1 - J.Lde 
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(5.29) 

Por último, se procedió, de fOlllla análoga a los casos anteriores, para la 

detellllinación del valor óptimo para la composición de la energía. Los resultados 

obtenidos se muestran en la figura 5.14. Como puede apreciarse en la figura, no existe un 

mínimo absoluto bien definido para el eIlor en función de la adición de la energía a la 

función distancia, sino que el eIlor oscila en tomo al valor medio obtenido sin este 

parámetro, por lo que se decidió no incorporar dicho parámetro a la función distancia. 

En base a los resultados obtenidos en éste y el experimento previo, los pesos 

seleccionados para la distancia son los indicados en la tabla IV. Estos valores son los 

utilizados en el resto del trabajo. 

Wc = 1.000 

Wdc = 1.857 

Wc = 0.000 

wdc = 0.538 

Tabla IV. Pesos óptimos para la distancia compuesta. 
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5.4.3. RESINTONIZACION DE LOS PARAMETROS DEL SISTEMA 

Una vez modificada la distancia para incorporar las nuevas características al sistema, 

hay dos parámetros del mismo, el número de centros del diccionario VQ y el número de 

estados de los modelos HMM, que necesitan ser detenninados para esta nueva 

configuración El motivo es que al incrementar el número de parámetros del vector 

representativo de cada segmento de sei\al, también se aumenta la varianza total del vector 

de características, y por 10 tanto aumenta la distorsión del diccionario, por 10 que es 

necesario aumentar el número de centros de éste para modelar adecuadamente el nuevo 

conjunto de vectores de caracteríticas. 

De otro lado, la inclusión de características dinámicas del espectro de la sei\al, hace 

que sea posible describir más detalladamente la evolución temporal de las características 

espectrales, asignando estados de los modelos no sólo a las wnas estacionarias del 

espectrograma de la sei\al, sino también a las transicionales, 10 que se consigue ai\adiendo 

nuevos estados a los modelos HMM. 

Para la determinación del valor ótimo de estos dos parámetros del sistema, se 

realizaron experimentos LlOUT para la configuración multilocutor y IAOUT para la 

configuración independiente del locutor. En la figura 5.15 se muestran los resultados 

obtenidos para la variación del enor con el número de estados Ne de los modelos HMM y 

el número de centros del diccionario Ns. La elección Ne=lO conesponde, en la mayoría 

de las situaciones, a un valor cercano al óptimo, variando poco para diferentes tamai\os de 

diccionario, por 10 que en adelante, este será el valor seleccionado para el número de 

estados de los modelos HMM. Nótese que este valor corresponde aproximadamente al 

doble del número medio de fonemas en las palabras de la base de datos, aproximadamente 

igual al número de wnas estables y transicionales de las palabras. En la tabla V se 

muestra la variación del enor con el número de centros del diccionario VQ para un número 

de estados Ne = 10. 
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Ns LIOUT L40UT _ ._-
64 3.85% 5.21% 

128 2.61 % 4.48% 

256 2.09% 3.44% 

512 1.51 % 3.33% 

Tabla V. Error de reconocimiento en función de Ns para Ne=lO. 

5.4.4. MODELOS DE MARKOV VECTORIALES 

Con esta denominación haremos referencia, en adelante, a los modelos discretos de 

Markov con múltiples símbolos observables, aludiendo al hecho de que en lugar de 

caracterizar cada segmento de sei'lal con un único símbolo, los caracterizaremos por un 

vector de símbolos collespondientes a diferentes caracterfticas observables, que 

denominaremos vector de símbolos observables. 

En la implementación utilizada de este tipo de modelos, utilizamos un diccionario 

para vectores cepstrum, otro para vectores 6cepstrum, y un tercero para vectores energía-

6energfa. Los vectores cepstrum y 6cepstrum se pesaron con una ventana de liftering 

seno-remontado de longitud L=14, y se utilizó una distancia euclfdea en la construcción del 

diccionario. En cuanto al diccionario de energías, se utilizaron vectores de dos 

componentes fOllnados por parejas de valores fOlInadas por la energía y la 6energía con 

una distancia euclídea pesada en la fonna 

(5.30) 

donde erE y er!lE representan las varianzas de la energía y 6energía respectivamente. 

estimadas sobre los vectores del conjunto de entrenamiento, con lo que se ecualizan las 

contribuciones de los dos parámetros a la distancia total. 

Los parámetros de los modelos HMM se fijaron igual que en los experimentos 

anteriores, con 10 estados para todos los modelos. Los resultados obtenidos para los 
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experimentos L10UT Y IAOUT se muestran en la tabla VI. Los resultados de esta tabla 

conesponden a tres configuraciones para los modelos vectoriales; en la primera de éstas 

todos los diccionarios se construyeron utilizando el mismo número de centros, lo que 

corresponde a una configuración VQ con el mismo coste computacional que un diccionario 

único con distancia compuesta del mismo número de centros. La segunda configuración 

conesponde a la elección de un número de centros mitad para el diccionario de energías, 

similar a la utilizada por Mariflo [Marii\o90), en esta situación el coste computacional del 

proceso VQ es similar aunque algo menor que en la situación anterior. Por último, también 

se han realizado pruebas sobre una configuración con un número de centros para el 

diccionario de energías igual a la cuarta parte del número de centros de los otros dos 

diccionarios. 

Nc NAc NE-AE NT<>T LIOUT L40UT 
~----

64-64-64 192 2.81% 4.06% 

64-64-32 160 2.40% 3.74% 

64-64-16 144 3.07% 3.90% 

128-128-128 384 2.34% 3.17% 

128-128-64 320 . 2.03% 3.12% 

128-128-32 288 2.34% 3.44% 
~_._-

256-256-256 768 2.40% 3.91 % 

256-256-128 640 1.82% 3.12% 

256-256-64 576 1.72% 3.07% 

Tabla VI. Enor de reconocimiento para los modelos vectoriales. 

5.4.5. MULTIPLES OBSERVACIONES FRENTE A DISTANCIA COMPUESTA 

De la comparación de los resultados de reconocimiento obtenidos para los modelos 

vectoriales y los modelos standard con distancia compuesta, mostrados en las tablas V y 

VI, para un número de centros igual o similar, se desprende que las diferencias en las tasas 

de ellor son pequei\as, del orden de 0.37% en los experimentos LIOUT y IAOUT para 

256+256+64 centros en los modelos vectoriales frente a 256 centros en los modelos con 

• 
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distancia compuesta. Para un número de centros menor (64 y 128), las diferencias son 

mayores, del orden de 0.58-1.36% para 128 centros y de 1.45-1.74% para 64 centros. 

Estos resultados indican que la utilización de modelos vectoriales sólo reporta 

mejoras significativas cuando el número de centros considerado es reducido (p.e. 64), pero 

estas mejoras son menores al aumentar el número total de centros (p.e. 128 y 256). 

Además, la utilización de modelos vectoriales implica aumentar los requerimientos de 

memoria de los modelos (que aumentan aproximadamente en un factor 3), y la complejidad 

introducida en el cálculo de las probabilidades de generación de tripletes de símbolos. 

A la vista de estos resultados, y teniendo en cuenta la mayor complejidad y coste 

computacional de los modelos vectoriales, decidimos utilizar modelos discretos con 

distancia compuesta en el resto del trabajo. 

5.5. DURACION DE ESTADOS 

Como ya indicamos en la sección 4.5, ecuación (4.16), la probabilidad de obtener d 

observaciones consecutivas en un mismo estado Si tiene una distribución exponencial de la 

fOlma 

Para muchos procesos físicos, y en concreto para modelos de Markov de seftales de voz, la 

distribución de probabilidad de duración de estados no responde a esta distribución. 

Para solucionar este problema se han propuesto varias aproximaciones diferentes, la 

primera consiste en asumir una cierta distribución de probabilidad paramétrica, y modificar 

las fónnulas de evaluación y reestimación consecuentemente con esta definición 

[Rabiner89a, Chang90). Estas aproximaciones conllevan un incremento significativo en el 

coste computacional del sistema, por lo que se han propuesto aproximaciones alternativas, 

como la limitación de las duraciones mínima y máxima de los estados del modelo [Gu90) 

o la incorporación de infOllllación sobre la duración de los estados de los modelos como 

un postprocesador en el sistema [Rabiner89). 

• 
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En esta última aproximación, se realiza una estimación no paramétrica de las 

distribuciones de probabilidad p¡ (d) para los diferentes estados de los modelos 

simplemente a través de la decodificación en estados de las secuencias del conjunto de 

entrenamiento mediante el algoritmo de Viterbi. Una vez estimadas estas distribuciones de 

probabilidad, y dada la decodificación en estados de una secuencia, podemos evaluar 

Ne 
PDUR (Xf lA.) = 1: 10g[P¡(d¡)] (5.31a) 

¡=1 

donde d¡ representa la duración del estado s¡ de la secuencia, y combinarla con la 

probabilidad de generación logarítmica 

P GEN (Xf lA.) = 10g[P (Xf IA.)] (5.31b) 

obteniendo una probabilidad total en la forma 

(5.31c) 

Este método de incorporar la duración de los estados a la probabilidad logarítmica de 

generación genera resultados esencialmente iguales a los obtenidos mediante un modelado 

explfcito de la duración de los estados [Rabiner89], por lo que, en el presente trabajo 

utlizaremos esta técnica de incorporación de la información duracional al modelo. 

5.5.1. SINTONIZACION DEL PESO PARA LA DURACION DE LOS ESTADOS 

Para la detellninación del valor óptimo de WDUR, se realizaron experimentos LI0UT 

y lAOUT variando el parámetro wDUR en el intervalor [0,1], para diferente número de 

centros en el diccionario, obteniendo los resultados que se muestran en las curvas de la 

figura 5.16. El valor óptimo para wDUR depende del número de centros del diccionario, 

pero el valor 0.5 está próximo al punto óptimo para la mayoría de los casos, y es el valor 

que se elige para la composición de las dos probabilidades logarítmicas. Los resultados se 

muestran en la tabla VI. 
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Ns LIOUT L40UT 
_ ._-

64 

128 

256 

512 

3.08% 

1.93% 

1.36% 

0.99% 

4.37% 

3.59% 

2.81% 

2.03% 

Tabla VI. Error de reconocimiento con duración de estados. 
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5.6. RESUMEN DE RESULTADOS PARA EL SISTEMA DE REFERENCIA 

Para referencia del siguiente capítulo, resumimos los resultados finales obtenidos para 

el sistema básico de reconocimiento. En la tabla vn se muestran los resultados obtenidos 

para cada una de las modificaciones introducidas al sistema. En la columna TIPO, la 

entrada RECf indica lifter rectangular (sin pesado en la distancia), y la entrada SIN 

representa una ventana de liftering del tipo seno-remontado. La columna L representa la 

longitud de la ventana de lifter (número de coeficientes) y la columna DUR representa la 

inclusión o no de la duración de estados en la evaluación del sistema. Las columnas Ne y 

Ns indican el número de estados de los modelos y de símbolos del diccionario VQ 

respectivamente . 
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CONFIGURACION ERROR 

UFfER 
PARAMETROS Ne Ns DUR LIOUT L40UT 

'fIPO L 
----_.-

Cepstrum 5 64 REcr 10 NO 15.07% 18.90% 

Cepstrum 5 64 SIN 14 NO 11.53% 15.61% 

Distancia 10 64 SIN 14 NO 3.85% 5.21% 

compuesta 10 128 SIN 14 NO 2.61% 4.48% 

C+~C+&: 10 256 SIN 14 NO 2.09% 3.44% 

10 512 SIN 14 NO 1.51% 3.33% 

Distancia 10 64 SIN 14 SI 3.08% 4.37% 

compuesta 10 128 SIN 14 SI 1.93% 3.59% 

C+~C+&: 10 256 SIN 14 SI 1.36% 2.81% 

10 512 SIN 14 SI 0.99% 2.03% 

Tabla VII. Resumen de resultados para el sistema de referencia 



CAPITULO 6 

MEJORAS AL SISTEMA DE RECONOCIMIENTO 

6.1. INTRODUCCION 

En los capítulos anteriores hemos mostrado el desanollo de un sistema de 

reconocimiento de palabras aisladas basado en modelos discretos de Marlcov y cuantizaci6n 

vectorial (DHMM). 

Se ha mostrado como mejorar el rendimiento de dicho sistema actuando sobre la 

representaci6n paramétrica de la señal, tanto a través de una modificación de los 

parámetros considerados (liftering), como a través de la incorporación de nuevos 

parámetros en representación de la infonuación dinámica del espectro de la señal. 

Por último, se ha mostrado cómo modificar la probabilidad de generación de los 

modelos de Markov incorporando infOl mación sobre la duración de los estados obtenidos a 

través del algoritmo de decodificación de Viterbi, minimizando de esta fOil 11 a los efectos 

del modelado incollecta que de dichas duraciones realizan los modelos de Markov. 

En este capítulo mostraremos como se puede incrementar el rendimiento del sistema 

de reconocimiento modificando el proceso de cuantizaci6n vectorial del mismo. 

Presentaremos dos posibles modificaciones, los primera de éstas intenta minimizar los 

errores introducidos en el proceso de cuantizaci6n. Para ésto introduciremos el concepto de 

Modelos Semicontfnuos de Marlcov (S [Huang89b, Huang89a, Huang89c], e 

indicaremos cómo modificar el sistema de reconocimiento para utilizar éste tipo de 

modelado. 

La segunda modificación está motivada por los resultados obtenidos en trabajos 

previos en los que se mostró c6mo las distorsiones de cuantización obtenidas en el proceso 
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VQ pueden utilizarse como útil en el reconocimiento de palabras aisladas 

[Burton85b, Pan85a, Furui88]. Bflsicamente, el proceso consiste en diseñar un diccionario 

VQ para cada una de las palabras del vocabulario, y utilizar la distorsi6n de cuantizaci6n 

de cada palabra incógnita con los diferentes diccionarios VQ en el proceso de decisi6n del 

sistema. 

En este capítulo mostraremos cómo utilizar esta infOlmaci6n en el contexto del 

modelado HMM discreto, desarrollaremos una nueva variante de dicho modelado discreto 

que denominaremos modelos de Mark:ov con cuantizaci6n dependiente MVQHMM 

aludiendo al hecho de que en este tipo de modelos discretos, el proceso de cuantización se 

realiza de fOlllla independiente para cada uno de los modelos correspondientes a las 

palabras del vocabulario, a través de un diccionario VQ específico. 

El resto del capítulo está estructurado en la fOllna siguiente. En la secci6n 6.2 se 

introducirá el concepto de modelado semicontínuo de Mark:ov y se indicarán las 

modificaciones necesarias en las f6111lulas de evaluación y reestimaci6n utilizadas en el 

modelado discreto de Mark:ov para adecuarlas al nuevo tipo de modelado. Por último se 

describirá la implementaci6n utilizada en este trabajo. 

En la secci6n 6.3 se mostrarán los resultados obtenidos en experimentos de 

sintonización de parámetros para los modelos semicontínuos y los resultados de 

reconocimiento para configuraciones multilocutor e independiente del locutor de la 

implementación del sistema con modelos semicontínuos. 

En la sección 6.4 se introducirá intuitivamente el concepto de modelo de Mark:ov con 

cuantizaci6n dependiente, resumiendo en primer lugar los resultados obtenidos en los 

trabajos que han motivado el desarollo de esta variante del modelado HMM discreto. 

En la sección 6.5 se desallolla fOllualmente el modelado MVQHMM, y se derivan 

las relaciones necesarias para la obtenci6n de las probabilidades de generaci6n de este tipo 

de modelos de Mark:ov. Por último, se describe el proceso de construcción de los modelos 

MVQHMM, así como la fOlma en que éstos son utilizados para la clasificación de 

palabras . 

En la secci6n 6.6 se describe la implementaci6n utilizada en este trabajo para el 

modelado MVQHMM, y se presentan y discuten los resultados obtenidos para 
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experimentos multilocutor y independiente del locutor. 

En la sección 6.7 se comparan los resultados obtenidos con los tres tipos de 

modelado presentados en esta memoria. tanto desde el punto de vista del rendimiento 

obtenido en reconocimiento, como desde el punto de vista de su complejidad 

computacional. 

Por último, en la sección 6.8 se discute el problema de la reducción del número total 

de centros utilizado en el sistema de reconocimiento basado en modelos MVQHMM, se 

describe un algoritmo para efectuar dicha reducción y se presentan los resultados 

obtenidos. 

6.2. MODELOS SEMICONTINUOS DE MARKOV 

El proceso de discretización inherente al modelado discreto de Markov pellllite 

realizar una estimación no paramétrica de las probabilidades de producción de 

observaciones de los estados del modelo. De esta fonna, se realiza una fonnulación general 

de dichas probabilidades. Sin embargo, este proceso de discretización introduce errores de 

cuantización que provocan una pérdida de información que a su vez deteriora el 

rendimiento del sistema [Rabiner85]. Estos ellores se producen en situaciones típicas en 

las que un vector se encuentra entre dos centros (geométricamente hablando) del 

diccionario VQ. 

De otro lado, el modelado HMM continuo obvia este problema al realizar un 

modelado paramétrico de las funciones densidad de probabilidad contfnuas de producción 

de los modelos. Sin embargo, este tipo de modelado tiene el inconveniente de que es 

necesario elegir una detenuinada fonna paramétrica para la funciones densidad de 

probabilidad, con la pérdida de generalidad que ésto conlleva. 

Para mantener la generalidad en la formulación de los modelos contfnuos, se utiliza 

normalmente una combinación lineal de gausianas multivariadas en la fonna que se indicó 

en la sección 3.4. Trabajos previos [Rabiner85] mostraron que el modelado continuo de 

Markov mediante mezcla de gausianas multivariadas es adecuado para sel\ales de voz, 

caracterizadas por diferentes tipos de parámetros, incluso bajo la suposición de matrices de 

covarianza diagonal, considerando un número suficientemente elevado de componentes en 

la combinación lineal. 



142 

El principal inconveniente de este tipo de modelado es el elevado número de 

parámetros que es necesario estimar. Como ejemplo consideremos un modelo continuo 

cuyas densidades de probabilidad de observaci6n son modeladas con una mezcla de M=7 

gausianas con matrices de covarianza diagonales, y que el vector de parámetros está 

fonnado por 0=29 componentes (como en el caso del presente trabajo). En una situaci6n 

como ~ta. el número de parámetros a estimar para cada uno de los estados del modelo es 

de 2MD = 406, coIlespondientes a MD medias y MD varianzas, ademá de los M 

coeficientes de la mezcla. La estimación de tan elevado número de parámetros requiere de 

un conjunto de entrenamiento muy amplio. De otra fOIlna, un conjunto de entrenamiento 

limitado deteriora el rendimiento de los modelos, al obtener estimaciones imprecisas de los 

parámetros [Rabiner85a, Huang89bJ, especialmente las matrices de covarianza de las 

gausianas de los estados. 

Una posible alternativa para la reducci6n del número de parámetros a estimar es la de 

seleccionar un conjunto de gausianas compartido por todos los estados de los diferentes 

modelos. Una fOIluulaci6n en este sentido es la realizada para los modelos semicontlnuos 

de Markov [Huang90a, Huang89b]. 

Desde el punto de vista de los modelos contínuos con mezcla de gausianas, los 

modelos semicontlnuos comparten un conjunto común de gausianas en la composici6n de 

las mezclas collespondientes a las densidades de probabilidad de producci6n de 

observaciones de los estados de los modelos. 

Desde el punto de vista de los modelos discretos, el diccionario VQ está modelado 
• 

por un conjunto de gausianas, cada una de las cuales cOllesponde a un centro del 

diccionario, asociado a un sfmbolo del alfabeto discreto de sfmbolos observables, de fonna 

que el proceso VQ genera un conjunto de probabilidades ! (x I ° j) del diccionario, 

correspondientes a cada uno de los símbolos 0j' para cada vector de observaci6n x. De 

esta forIDa, la probabilidad de observaci6n de un vector de parámetros x en un estado Si de 

un modelo puede expresarse de fonna análoga a la utilizada para la reestimaci6n de los 

parámetros en los modelos continuos (3.42),(3.43). 

L L 
b¡(x) = 1:!(xIOj)p(Ojls¡) = 1:!(xIOj)b¡(Oj) (6.1) 

j=l j=l 

• 



donde bi(Oj) es la probabilidad discreta de observación del símbolo Oj en el 

modelo, y L es el número de centros en el diccionario VQ. 
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"V Si del 

La utilización de (6.1) para el modelado de las probabilidades de observación de 

vectores contínuos de parámetros pennite combinar las características de distorsión del 

diccionario VQ, modeladas por las funciones densidad de probabilidad f(x I 0j), con las 

probabilidades discretas de producción de símbolos bi (Oj), en un contexto probabilfstico. 

De otro lado, (6.1) puede contemplarse como una mezcla de L gausianas, en la que 

las probabilidades discretas bi (O j) juegan el papel de coeficientes de la mezcla. En la 

práctica, el número de componentes considerado en la expresión de la densidad de 

probabilidad de observación se limita a los M valores más significativos de f (x I ° j), lo 

que reduce significativamente los requerimientos de cálculo del sistema. 

6.2.1. FORMULAS DE EVALUACION y REESTIMACION 

Supuesto que las probabilidades de producción de observaciones para los SCHMM 

van a ser modeladas mediante una combinación lineal 

L 

bi(x) = L f (x I 0j)bi(Oj) 
j=l 

(6.2) 

de los M centros del diccionario VQ con valores más significativos de f (x I 0j), es 

necesario modificar las fórmulas de evaluación y reestimación de los modelos HMM 

discretos para contemplar esta nueva situación. 

En cuanto a las fórlllulas de evaluación, basta con sustituir las probabilidades 

discretas bi (O,) por las densidades de probabilidad bi (x,) calculadas según (6.2). 

Para las fórmulas de reestimación, es necesario modificar además la expresión 

conespondiente a la reestimación de las probabilidades de producción de símbolos bi(Oj). 

Las nuevas ecuaciones de reestimación para éstas probabilidades se pueden expresar 

[Huang89b] en la fOlma siguiente 



T 
L 'Y,(i ,j) 

- ,=1 
b¡ (O j) = -M~=::T'-----

'Y, (i ,j) = 

L L 'Y,(i ,k) 
k,.,I,=1 

a,(i) J3,U) 
M 
L a,(k) J3, (k) 

k=1 
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(6.3a) 

(6.3b) 

El resto de las f6nnulas de reestimaci6n penuanecen inalteradas salvo la modificación 

necesaria en el cAlculo de a, (i) Y J3, (i) en las que las probabilidades b¡ (o,) deben 

sustituirse por las densidades de probabilidad b¡ (x,) evaluadas de acuerdo con (6.2). 

También es posible fOllllular relaciones para la reestimaci6n de las medias y las 

varianzas del diccionario VQ en la fOlUla siguiente: 

T 
L L 'Y,V(i)x,V 
v ,=1 

~¡ = -----'.:T=----

L L 'Y,v(i) 
v ,=1 

T 
L L 'Y,v(i) (x,V - IJ.¡ l (x,V - IJ.¡) 

- v '=1 Lo = --~--~~------
I T 

L L 'Y,v(i) 
v '=1 

M 
'Y,v(i) = L 'Y,V(i ,j) 

j=1 

(6.4a) 

(6.4b) 

(6.4c) 

donde la suma en v denota suma sobre todas las secuencias de entrenamiento (de todas las 

palabras). 

Tales fÓlluulas se han utilizado para la reestimación de medias y varianzas 

[Huang90], obteniendo moderados incrementos en el rendimiento del sistema para la 

reestimaci6n de las medias; la reestimaci6n de las varianzas, sin embargo, empeora el 

rendimiento del sistema. Por estos motivos, y por la complejidad computacional introducida 

por (6.4a-c), en la presente implementación no utilizaremos las fonIlulas de reestimación 
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para las medias y varianzas de los centros del diccionario. 

6.3. EL SISTEMA DE RECONOCIMIENTO CON MODELOS SCHMM 

En la implementación del sistema de reconocimiento con modelos semicontfnuos, se 

utilizó el diccionario VQ construido para la implementación del sistema con modelos 

discretos, y se estimaron las varianzas de los centros de dicho diccionario sobre la totalidad 

de los vectores del conjunto de entrenamiento. 

En cuanto al entrenamiento de los modelos, se utilizaron los modelos discretos 

previamente construidos como modelos iniciales, y se reestimaron utilizando un algoritmo 

Baum-Welch similar al utilizado en el modelado HMM discreto, con las modificaciones 

citadas en la sección anterior para la reestimación de las probabilidades discretas de 

observación de símbolos y para las fóuuulas de evaluación. 

Elección del1Úl11lero de candidatos VQ 

Para la detenninación del número óptimo M de candidatos VQ considerados en la 

expresión de las densidades de probabilidad de producción de observaciones de los 

modelos, se realizaron experimentos para determinar éste sobre configuraciones 

multilocutor e independiente del locutor del sistema. Para el primero, se utilizaron dos 

repeticiones de cada palabra pronunciadas por todos los locutores como conjunto de 

entrenamiento, y la tercera para test. Para la configuración independiente del locutor, se 

utilizaron todas las repeticiones de los 26 primeros locutores como conjunto de 

entrenamiento, y las cOllespondientes a los 14 restantes como conjunto de test, 

manteniendo en las dos particiones el mismo número de locutores masculinos que 

femeninos. Los resultados se muestran en la figura 6.1, para una configuración con 128 

símbolos y 10 estados por modelo. Similares resultados se obtienen para otros valores del 

número de símbolos considerado. 

A la vista de estos resultados, se seleccionó el valor M = 10, para el número de candidatos 

VQ considerados. Valores superiores de M sólo reducen moderadamente el el'lor o incluso 

lo incrementan, incrementando el coste computacional de los modelos. 
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Una vez fijado el valor de M, se realizaron experimentos extensivos LIOlIT y 

lAOlIT sobre la base de datos, con los resultados mostrados en la tabla VIII. Estos 

resultados collesponden a una configuración del sistema de reconocimiento análoga a la 

utilizada en el caso de modelos discretos, incluyendo la adición de los logaritmos de las 

probabilidades de duración de estados con el mismo valor W DUR = 0.5 empleado para el 

modelado discreto. 

LIOUT L40UT 
Ns 

DHMM SCHMM DHMM SCHMM 

64 3.08% 1.77% 4.37% 3.02% 

128 1.93% 1.14% 3.59% 2.13% 

256 1.36% 0.73% 2.81% 1.56% , 

512 0.99% 0.52% 2.03% 1.43% 

Tabla VIII. Ellor de reconocimiento para los modelos DHMM y SCHMM. • 
• 
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Estos resultados muestran la efectividad del modelado HMM semicontínuo, al tener en 

cuenta múltiples candidatos en el proceso VQ. Es de notar, sin embargo, que este 

incremento en el rendimiento del sistema es a costa de un incremento en el coste 

computacional del mismo. La implementación descrita con modelos semicontínuos, para un 

mismo número de centros en el diccionario VQ que en el caso de modelos discretos, tiene 

un coste computacional del orden del doble debido a la necesidad de calcular los valores 

de las densidades de probabilidad de cada uno de los centros del diccionario. El cAlculo de 

la distorsión de cuantización de un vector con un centro del diccionario requiere de la 

evaluación de D diferencias y D productos (D es el número de componentes del vector), 

mientras que el cAlculo del valor de la densidad de probabilidad asociada a un centro del 

diccionario requiere D diferencias, D productos y D cocientes . 

6.4. MODELOS HMM CON CUANTIZACION DEPENDIENTE 

Tal Y como se indicó en la introducción, varios trabajos sobre reconocimiento de 

palabras aisladas utilizando t&nicas VQ con múltiples diccionarios mostraron que la 

distorsión de cuantización de una secuencia de vectores conespondiente a una palabra 

incógnita sobre un conjunto de diccionarios VQ de referencia construidos para cada una de 

las palabras de un detenninado vocabulario puede utilizarse de fOllna efectiva para la 

clasificación de ésta. En esta sección resumiremos las aproximaciones utilizadas para la 

implementación de tales sistemas, y describiremos los modelos de Markov con 

cuantización dependiente MVQHMM, en los que la distorsión de cuantización de las 

secuencias incógnitas con diccionarios VQ específicos para cada modelo se combina con la 

probabilidad de generación de las secuencias de símbolos obtenidas de dichas 

cuantizaciones para obtener una probabilidad de generación compuesta que se puede 

utilizar para la clasificación de secuencias de vectores collespondientes a palabras 

incógnita. 

6.4.1. RECONOCIMIENTO DE VOZ CON MUL TIPLES DICCIONARIOS VQ 

Los primeros trabajos sobre reconocimiento de voz mediante la utilización de las 

distorsiones de cuantización sobre multiples diccionarios VQ conespondientes a diferentes 

palabras de un vocabulario se deben a Buzo [Buz082] y Shore [Shore82], que describieron 
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sistemas de reconocimiento basados en una clasificación geométrica de secuencias de 

vectores de características espectrales de senales de voz sin ningún tipo de alineamiento 

temporal. En tales sistemas. cada una de las palabras del vocabulario se caracteriza por un 

diccionario VQ. cuyos centros representan diferentes tipos de envolventes espectrales de 

los segmentos de senal conespondientes a dicha palabra. La clasificación de secuencias 

incógnita se realiza en base a la cuantización de los vectores de características con cada 

uno de los diccionarios de las diferentes palabras del vocabulario. seleccionando aquel para 

el que la distorsión media de cuantización es menor. 

Esta aproximación es básicamente la misma que se utiliza en programación dinámica 

(DTW). salvo por el hecho de que no se tiene en cuenta ningún tipo de alineamiento 

temporal entre los segmentos de la palabra incógnita y los prototipos. Esto hace que los 

requerimientos de cálculo sean mucho menores para estos sistemas que para los basados en 

DTW. 

Incluso sin la utilización de ningún tipo de alineamiento temporal. estos sistema 

ofrecen tasas de reconocimiento buenas. Asf. Shore obtuvo un 98.8% de reconocimiento 

sobre un vocabulario de 20 palabras. independiente del locutor para locutores masculinos. y 

Bergh [Bergh85] obtuvo un 91.4% de reconocimiento para una base de datos de dígitos 

aislados independiente del locutor con locutores masculinos y femeninos. Sin embargo. 

cuando el sistema se experimentó con un vocabulario más grande. el rendimiento decayó 

bruscamente. Para una base de datos con 129 palabras independiente del locutor. el sistema 

únicamente produjo un 65.4% de reconocimiento. lo que indica que cuando el tamaf'lo del 

vocabulario es grande. y existen palabras con características espectrales similares. la mera 

clasificación de los patrones espectrales no es suficiente para el reconocimiento. y es 

necesario incorporar infonnación sobre el secuenciamiento temporal de los prototipos 

espectrales. para aumentar la discriminación del sistema de reconocimiento. Para tener en 

cuenta información sobre el alineamiento temporal de los segmentos de senal considerados 

en el sistema. se propusieron varias alternativas que pasamos a describir a continuación. 

Utilización de IUI postprocuodor D1W 

Pan [pan85] y Furui [Furui88] incorporaron un postprocesador basado en DTW. de 

fOulla que las distorsiones VQ se utilizaron en un preprocesador para la eliminación de 

candidatos improbables. mientras que los candidatos aceptados por éste eran procesados 

• 
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por un algoribnO DTW standard que emitía las decisiones finales. 

DiccioNuios 

Burton [Burton85b] modificó su sistema de reconocimiento dividiendo cada palabra 

en un número fijo de secciones temporales de igual duraci6n, y diseftando un diccionario 

VQ para cada una de las secciones temporales obtenidas para cada palabra del vocabulario. 

Al conjunto de diccionarios conespondientes a las diferentes secciones de una misma 

palabra 10 denominó diccionario multisecci6n. 

De esta fOulla, la cuantizaci6n vectorial de los segmentos de las palabras incógnita se 

realiza dividiendo éstas unifonnemente en tantas secciones como las del diccionario 

multisecci6n de la palabra del vocabulario considerada, y cuantizando los segmentos en 

cada una de las secciones de la palabra incógnita, con el diccionario de la secci6n 

correspondiente. De esta forIlla, el sistema realiza un cierto tipo de alineamiento temporal 

entre las secciones con espondientes a las palabras incógnita y las secciones del diccionario 

VQ. Para esta nueva configuraci6n del sistema, y sobre la misma base de datos 

independiente del locutor de dfgitos aislados utilizada por Bergh, se obtuvo un 98.7% de 
• • reconocImIento. 

de observación de slmbolos 

Bergh [Bergh85] diseft6 un postprocesador para el sistema de reconocimiento basado 

en la evaluaci6n de las probabilidades temporales de observaci6n de los sfmbolos 

obtenidos en el proceso de cuantizaci6n vectorial. De esta forllla, el sistema, además de 

los diccionarios VQ conespondientes a cada una de las palabras del vocabulario, utiliza 

una estimación de las distribuciones temporales de probabilidad de observación de cada 

uno de los sfmbolos (centros del diccionario) obtenidos en el proceso de cuantizaci6n 

vectorial. La estimaci6n de estas probabilidades temporales de observación se realiza a 

través de una estadfstica de los instantes de tiempo (nounalizados a la duraci6n de las 

palabras) en los que son observados los diferentes centros de los diccionarios en las 

cuantizaciones de las palabras. 

En la fase de reconocimiento, las palabras incógnita son cuantizadas con los 

diferentes diccionarios, y posterionnente se evalua la probabilidad temporal de observación 
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de la de símbolos obtenida. de fOlllla que las distorsiones medias de cuantizaci6n 

se combinan linealmente, con un peso relativo ajustado experimentalmente, con los 

10garibnoS de las probabilidades de observaci6n temporales para obtener una distorsi6n 

total que es utilizada en la clasificaci6n de las palabras incógnita Esta combinación se 

realiza de forma que las palabras cuyas distribuciones 

temporales de s ímbolos que no concuerdan con la estimaci6n collespondiente a un modelo 

son penalizadas aumentando el valor de la distorsi6n total. 

Para esta nueva configuraci6n del sistema de reconocimiento, Bergh mostró 

incrementos significativos en el tanto por ciento de reconocimiento obteniendo un 97.2% 

de reconocimiento para la base de datos de dígitos aislados, y un 88.1 % para la base de 

datos de 129 palabras antes citada. Este último resultado muestra cómo la adici6n de 

infollnaci6n sobre alineamiento temporal es especialmente efectiva cuando el tamaf'lo del 

vocabulario el grande; para el vocabulario de 129 palabras, la tasa de reconocimiento 

aumenta de un 65.4% a un 88.1 %. 

6.4.2. MODELOS MVQHMM 

Los resultados expuestos en la secci6n anterior muestran que las distorsiones de 

cuantizaci6n de los segmentos cOllespondientes a una palabra incógnita con un conjunto de 

diccionarios VQ correspondientes a las diferentes palabras del vocabulario es una 

infollllación útil para el reconocimiento de palabras aisladas. Sin embargo, es necesaria la 

incorporaci6n de infollllaci6n sobre el secuenciamiento temporal de los símbolos obtenidos 

en la cuantizaci6n vectorial para aumentar la discriminaci6n del sistema de reconocimiento. 

En la presente secci6n presentaremos una nueva variante del modelado discreto de Mark.ov, 

que la integraci6n natural de las infollnaciones relativas a las distorsiones de 

cuantización y al secuenciamiento temporal de los sfmbolos obtenidos en dicha 

cuantizaci6n. En adelante, a este tipo de modelado lo denominaremos, como ya indicamos 

anteriormente, modelado MVQHMM. 

Un modelo MVQHMM de una palabra está compuesto por un diccionario VQ cuyos 

centros representan los posibles valores de los vectores de parámetros extraidos para dicha 

palabra, y que a su vez constituyen el conjunto discreto de observaciones para un proceso 

de Markov modelado por un HMM discreto. De esta foulla. el diccionario VQ modela el 

conjunto de posibles valores para los vectores de características de la palabra. mientras que 
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el HMM discreto modela el secuenciamiento temporal de los prototipos espectrales 

representados por los centros del diccionario VQ. 

Cuando un MVQHMM es utilizado para la clasificación de una secuencia de vectores 

X f correspondiente a una palabra incógnita, se utiliza el diccionario VQ para cuantizar 

dicha secuencia y obtener una secuencia de símbolos O r. y el valor de la distorsión de 

cuantización. Entonces, el modelo HMM se utiliza para evaluar la probabilidad de 

generación de la secuencia de símbolos O f, que se combina con la distorsión de 

cuantización para obtener un valor que se utiliza para la clasificación de dicha secuencia de 

vectores. 

6.5. DERIV ACION DE LOS MVQHMM 

En la sección anterior hemos introducido el concepto de modelo de Marlcov con 

cuantización dependiente, en esta sección realizaremos una derivación founal de dichos 

modelos, y describiremos la founa en que las distorsiones de cuantización y las 

probabilidades de generación se combinan para obtener la regla de decisión utilizada en el 

proceso de clasificación. 

Para esta derivación partiremos de una fOlInulación HMM para el cálculo de la 

probabilidad de generación de una secuencia de vectores contínuos observables xf. Para 

esta secuencia, podemos escribir la siguiente relación para la probabilidad de generación a 

posteriori dado un modelo oculto de Markov A. 

p(xf I 1..) = LP(Xf I sf, A.)p(Sf 11..) 
ST 

(6.5) 

donde S T denota la sumatoria sobre todas las posibles secuencias de estados para el 

modelo. Los dos factores de la sumatoria se pueden expresar en la forma siguiente 



T 
P(xflsf,A) = TIP(x, Is,.A) 

,,,,,1 

T 
p(sf I A) = pes 1I A) TI pes, I S'_I' A) 

'=1 
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(6.6a) 

(6.6b) 

Asumiendo que las funciones densidad de probabilidad de producci6n de observaciones 

P (x, I s,. A) pueden expresarse como combinaci6n lineal de funciones densidad de 

probabilidad. podemos reescribir (6.6a) en la fOulla 
• 

P (x, I s,. A) = L P (x, I 0, • s,. A) P (o, I s,. A) 
0, e V (s, ,i..) 

(6.7) 

donde la suma en o, se extiende a un conjunto de clases V (s, .1..) caracterizadas por 

funciones densidad de probabilidad específicas para cada estado s, de cada modelo A. Tal 

descomposici6n es la utilizada en el modelado HMM contfnuo en el que las densidades de 

probabilidad P (s, lo,. s,. A) son modeladas utilizando gausianas multivariadas. En esta 

situaci6n. las probabilidades P (o, I s, ,A) juegan el papel de coeficientes de la mezcla de 
• gauslanas. 

A partir de esta fOilllulaci6n es sencillo derivar la cOlJespondiente a los modelos 

semicontfnuos sin más que reescribir (6.7) eliminando la dependencia de P (s, lo" s,. A) 

con s, y A 
• 

p(x,ls"A)= L p(x,lo,)p(o,ls,.A) 
o,eV 

(6.8) 

. 

de forma que ahora, la sumatoria en o, se extiende a un conjunto V de clases caracterizado 

por funciones densidad de probabilidad comunes a todos los estados de los diferentes 

modelos. 

La fOuIlulaci6n correspondiente a los modelos discretos se deriva directamente de la 

anterior sin mfls que reducir la sumatoria en o, a un único téuuino en la fOuIla 
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p (x, , s, ,A) = P (x, , o,·) P (o,·, s, , A) (6.9a) 

o,· = argmax { P (x, , o,) } 
o,eV (6.9b) 

En esta aproximación se ha supuesto que las clases a las que pertenecen los símbolos o, 

son disjuntas (o levemente solapadas), de fOllna que la sustitución propuesta no representa 

pérdida de infollnaci6n significativa. 

Utilizando las expresiones (6.5), (6.6) Y (6.9), podemos escribir la probabilidad de 

generación a posteriori de la secuencia de vectores xf en la fOlllla siguiente 

T 

P (Xf 'sf, A) = I1 P (x, 's" A) (6. lOa) 
,=1 

T 
= I1 P (x, , o,·) P (o,·, s" )..) (6.1Ob) 

'zl 

T T 
= I1 P(x,' o,·) I1 P (o,·, s" A) (6. 1 Oc) 

, .. 1 ,=1 

= p(Xf' O· T)p(o· T' sf ,A) (6.1Od) 

P(Xf'A) = l:P(Xf'Sf,A)P(Sf'A) 
ST 

(6. 11 a) 

= l:p(xf' O· T)p(o· TI sf, A)p(Sf' A) 
ST 

(6.1 lb) 

= p(xf' O· Í) l:P(O· TI sf, A)p(Sf' A) 
ST 

(6.11c) 

= p(xf' O· T)p(o· T' A) (6.1 Id) 

Tal Y como se muestra en (6.1 Id), la probabilidad de generaci6n de la secuencia de 

vectores X f puede expresarse como producto de dos probabilidades, la primera 

p(Xf' O· T) es la probabilidad de la cuantizaci6n de xf en la secuencia de símbolos O· r 
de máxima probabilidad, y la segunda P(O· T' A) es la probabilidad de generaci6n de la 
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secuencia de símbolos dado el modelo discreto de Markov A.. 

Dado que P (X r , O· [) es constante para una de vectores dada, en la 

implementación del modelado HMM discreto para reconocimiento, sólo es necesario 

evaluar la probabilidad de generación de la cadena de símbolos P (O· [1 A). La 

probabilidad P (X r , O· [) sólo es tenida en =uelrlt en el diseno del cuantizador del sistema, 

de fOlllla que ésta es maximizada sobre el conjunto de secuencias de entrenamiento del 

mismo en la fase de construcción del diccionario VQ. 

Una vez que se ha mostrado como derivar los diferentes tipos de modelos HMM 

propuestos hasta ahora, pasamos a derivar una expresión para la probabilidad de generación 

para los modelos MVQHMM. Para ésto, repetiremos el mismo proceso seguido para llegar 

a la probabilidad de generación para los modelos discretos, pero relajaremos la condición 

de que todos los modelos compartan el mismo conjunto de símbolos; así, la relación (6.7) 

puede escribirse en la forma 

P (x, , s" A) = L P (x, , o" A) P (o, 's" A) 
o,e V(A.) 

(6.12) 

donde ahora la suma en o, se extiende a un conjunto de clases V (A) específico para el 

modelo A considerado. 

Introduciendo la condición de clases disjuntas podemos reescribir esta ecuación en la 

fOllna siguiente 

P (x, , s, ,A) = P (x, , o,·, A) P (o,·, s, , A) 

o,· = argmax { P (x, , o, , A) } 
o,e V(A.) 

Utilizando (6.13), (6.5) Y (6.6) podemos escribir las relaciones 

(6.13a) 

(6. 13b) 



T 
p(XfISr.A.) = TIP(x,ls"A.) 

,-} 

T 
= TI P (x, I 0,·,1..) P (0,·1 s, , 1..) , .. } 

T T 
= TI p(x,1 0,·,1..) TI P (0,·1 s" 1..) 

,=} 

TI· T • TI T ~ =P(X} O },A.)P(O } S},,,,) 

p(xf I 1..) = ¿p(Xf I Sr. A.)p(Sf 11..) 
ST 

= ¿p(Xf lO· r, 1..) P(O· TI Sr. 1..) p(sf 11..) 
ST 

TI· T • TI T TI =P(x} O },A.)¿P(O} s},A.)P(s} 1..) 
ST 
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(6.14a) 

(6. 14b) 

(6.14c) 

(6.14d) 

(6.15a) 

(6. 15b) 

(6.15c) 

(6. 15d) 

La relación (6.13b) establece la condición de cuantización vectorial de la secuencia de 

vectores de entrada con el diccionario específico del modelo A. considerado, y la relación 

(6.15d) indica cómo se componen las probabilidades de cuantización P (Xf I O· r,A.) con 

las probabilidades de generación P(O· rl 1..). 

En este caso, la probabilidad de cuantización de la secuencia de vectores ya no es 

constante, sino que depende del modelo considerado, y por 10 tanto es necesario tenerla en 

cuenta en el cálculo de la probabilidad total de generación P (Xf I 1..). Esta probabilidad es 

la que tiene en cuenta las características de distorsión de los diferentes diccionarios VQ 

collespondientes a los modelos considerados. 

6.5.1. ENTRENAMIENTO DE LOS MODELOS MVQHMM 

En un contexto de estimación de máxima probabilidad, el entrenamiento de un 

modelo MVQHMM necesita de la maximización de p(Xf 11..), lo que implica la 
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maximizaci6n conjunta de P (Xf I O· [, A) Y P (O· [1 A). Dado que ~to requeriría un gran 

volumen de cálculo, utilizaremos la misma aproximaci6n que en caso del modelado HMM 

discreto, es decir, la maximizaci6n se realiza en dos fases, en la primera de ellas se obtiene 

un conjunto de clases (diccionario) que maximiza la probabilidad de cuantizaci6n, y una 

vez obtenido ~te, se maximiza la probabilidad de generaci6n de las secuencias de 

sfmbolos (clases) obtenidas de la de las secuencias de vectores contínuos con 

el diccionario previamente construido. 

Para la estimaci6n de las probabilidades de cuantizaci6n, utilizaremos un modelado 

gausiano de los centros del diccionario de tal forllla que asumiremos que las matrices de 

covarianza de los centros del diccionario son de la fOIllla 

l:jA. = oí.! (6.16) 

donde 1 es la matriz identidad, y ol es la varianza de los componentes de los vectores de 

características. Esta fOllllulaci6n permite simplificar el proceso de cuantizaci6n vectorial, y 

de evaluaci6n de las probabilidades de cuantizaci6n. Además, al asumir igual varianza para 

todos los componentes de los vectores, se reduce el número de parnmetros a estimar para 

las matrices de covarianza. 

Con estas suposiciones, las funciones densidad de probabilidad de los centros del 

diccionario del modelo A toman la forllla 

(6.17) 

donde p es el número de componentes del vector x y J1.jA. es el vector media del centro Oj 

del modelo A. 

Bajo estas condiciones, el logaritmo de la probabilidad a posteriori de generaci6n de 

un vector x dado un centro o j de un modelo A, es directamente proporcional a la distancia 

euclídea entre el vector x y el vector media del centro considerado J1.jA., con lo que el 

proceso de asignaci6n de sfmbolos a vectores según un criterio de máxima probabilidad a 

posteriori, se reduce a la selecci6n del centro más pr6ximo del diccionario considerado . 

• 
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Para la completa de las funciones densidad de probabilidad sólo es 

necesaria la determinación de los vectores media de los centros del diccionario, que se 

puede realizar mediante un algoritmo jerárquico de agrupamiento como el utilizado para la 

construcción de los diccionarios para los modelos DHMM, y a la determinaci6n de las 

varianzas oí de cada uno de los diccionarios de los modelos. 

Una vez construido el diccionario VQ del modelo, las secuencias de vectores de 

entrenamiento son cuantizadas obteniendo las secuencias de sfmbolos collespondientes. 

Estas secuencias son utilizad~ en el entrenamiento del HMM collespondiente al modelo 

MQHMM de la palabra 

6.5.2. CLASIF'ICACION DE SECUENCIAS CON LOS MVQHMM 

En el proceso de clasificación de una secuencia de vectores incógnita xI, se procede 

de forma análoga al caso del modelado HMM discreto, con la salvedad de que el proceso 

de cuantizaci6n vectorial se realiza con los diccionarios previamente construidos para cada 

uno de los modelos. A partir de la secuencia de sfmbolos oI obtenida1 en el proceso de 

cuantizaci6n vectorial, se evalua la probabilidad a posteriori de generaci6n con el modelo 

HMM discreto asociado al MVQHMM. Por último, la suma de los logaritmos de las 

probabilidades de cuantizaci6n y generaci6n componen la probabilidad total de generaci6n 

de la secuencia de vectores. 

En la figura 6.2 se muestra un esquema del sistema de reconocimiento basado en 

modelos con cuantizaci6n dependiente. En ~sta, se ha ai"ladido un bloque conespondiente a 

la evaluación de las probabilidades de duraci6n de estados tal y como se utilizó para los 

modelos DHMM y SCHMM, junto con el conjunto de probabilidades de duraci6n de los 

estados de cada modelo. 

lEn adelante, omitiremos el super índice * entendiendo que los símbolos producidos durante la 

cuantizaciÓD vectorial conesponden a los de máxima probabilidad a posteriori para el diccionario 

considerado. 

• 
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Figura 6.2. Esquema del sistema de reconocimiento con modelos MVQHMM 

Eyalrwción de las probabilidades de crlOntización 

De acuerdo con (6.15d) y (6.17) podemos escribir, para las probabilidades 

logarfnnicas de generación, las relaciones 

logP(Xf I A) = logP (Xf I oL A) + logP (O f lA) 

log P (X f I O f , A) = - T J!... log 21t - T J!... log al -
2 2 

1 T 2 
2 2 L 11 X, - J.lo,).,1I 

a). 1=1 

(6.18) 

(6.19) 

donde J.lo ). es la media de la clase 01 asociada al vector X, en el sentido de la cuantización , 
vectorial. 

Si definimos la distorsión media de cuantizaci6n de la secuencia de vectores xf, con 

el diccionario del modelo A, en la fOBlla 
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(6.20) 

entendiendo que el símbolo o, está unívocamente asociado al vector x, mediante el 

proceso de cuantizaci6n vectorial, y dividiendo (6.19) por la longitud T de la secuencia de 

vectores y sustituyendo (6.20) obtenemos la siguiente expresi6n para la probabilidad 

logarítmica media de cuantizaci6n 

(6.21) 

El valor al puede estimarse teniendo en cuenta que el valor esperado de la distorsi6n 

de cuantizaci6n de los vectores de una palabra sobre el diccionario VQ collespondiente D).. 
está relacionado con la varianza en la fOllna siguiente 

(6.22) 

utilizando (6.22) podemos reescribir (6.21) en la forma 

1 10gP (Xf lO r.)..) = - .2.10g 21t - .2.10g 
T 2 2 

(6.23) 

N6tese que si utilizamos (6.23) como regla de decisi6n para la clasificaci6n de secuencias 

de vectores conespondientes a palabras de un detenuinado vocabulario, sólo es necesaria la 

evaluación de las distorsiones medias de cuantizaci6n D)..(Xf). Esta regla de decisi6n 

coincide con la utilizada en los trabajos descritos en la secci6n 6.4.1 si asumimos que las 
-distorsiones medias de cuantizaci6n D).. son iguales para todos los diccionarios. En (6.23), 

estas distorsiones medias modelan las características de distorsi6n de los diferentes 

diccionarios. 

Por último, la probabilidad de generaci6n se modifica con las probabilidades de 

duraci6n de estados en la misma forllla que se indicó para los modelos DHMM y 

SCHMM. 
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6.6. EL SISTEMA DE RECONOCIMII(NTO CON MODELOS MVQHMM 

En la implementación del sistema de reconocimiento mostrado esquemáticamente en 

la figura 6.2, se han utilizado los mismos algoritmos para construcción de diccionarios y 

entrenamiento de modelos HMM que en el caso de los modelos discretos previamente 

descritos en el capítulo 5. 

Para la construcción de los diccionarios se utilizó un algoritmo jerárquico K -medias, 

y para el entrenamiento de los modelos de Markov se utilizó un algoritmo de reestimación 

Baum-Welch con iniciación por segmentación lineal, sobre las secuencias de slmbolos 

generadas por el proceso de cuantización vectorial de las secuencias de vectores 

correspondientes a cada palabra, con el diccionario VQ del modelo conespondiente. 

Los parámetros del sistema de reconocimiento, tanto los relativos a la construcción de 

los diccionarios como los collespondientes a los modelos discretos de Markov, se fijaron a 

los mismos valores utilizados en la implementación del sistema de reconocimiento basado 

en modelos discretos descrito en el capítulo 5. 

6.6.1. COMPOSICION DE PROBABDJDADES 

En primer lugar se realizaron experimentos L 1 OUT Y L40UT para detelluinar si el 

peso óptimo en la composición de las probabilidades de cuantización y generación es 

efectivamente el peso unidad, tal y como se dedujo en las secciones precedentes; para ésto 

se utilizó una composición de probabilidades de la fonna 

1 10gP(Xf 1).,) = ~ 
T 

_1 10gP (Xf I O r.).,) 
T 

1 10gP(Ofl).,) 
T 

fijando el valor W DUR para la composición de la probabilidad de duración de estados a 

cero, con lo que ésta no se tuvo en cuenta. Se varió ~ en el intervalo [0,1] obteniendo los 

resultados mostrados en la figura 6.3. Los resultados muestran que, para diferentes 

configuraciones del sistema conespondientes a diferente número de centros en los 

diccionarios VQ, el valor ~=0.5 está siempre cercano al mínimo de enor en las curvas de 

composición de probabilidades, lo que conesponde a pesos unitarios en la composición. 

Este resultado está de acuerdo con la regla de composición de probabilidades deducida en 
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En cuanto al peso para la composición de las probabilidades de duración de estados, 

se realizaron experimentos obteniendo como resultado que el valor W DUR = 0.5, utilizado 
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para los modelos DHMM y SCHMM, es también adecuado para esta nueva configuración 

del sistema. 

6.6.2. RESULTADOS DE RECONOCIMIENTO 

En la tabla IX se muestran los resultados de reconocimiento obtenidos para el sistema 

descrito, con modelos MVQHMM. 

LIOUT L40UT 
Ns 

PGEN+PDUR P DlST P TOT PGEN+PDUR P D1ST P TOT 
_.---_.---

4 25.47% 7.71% 4.63% 28.56% 9.81% 4.25% 

8 8.90% 4.12% 2.19% 13.63% 4.78% 2.43% 

16 6.51% 1.87% 0.73% 7.90% 2.95% 0.95% 

32 4.69% 1.35% 0.37% 5.90% 3.04% 0.87% 

Tabla IX. Enoe de reconocimiento para los modelos MVQHMM. 

En esta tabla, la columna etiquetada N s se refiere al número de centros para cada uno de 

los diccionarios VQ de los modelos. La columna etiquetada PGEN+PDUR coJlesponde a la 

utilizaci6n de la combinación de las probabilidades de generación de los modelos discretos 

y las probabilidades de duración de estados, la columna P D1ST se refiere a la utilizaci6n de 

las probabilidades de cuantizaci6n de las secuencias de vectores, y la columna PTOT se 

refiere a los resultados cuando las tres probabilidades son utilizadas conjuntamente. 

Composición de probabilidades 

Estos resultados muestran la efectividad de la probabilidad de cuantizaci6n como 

parámetro de reconocimiento, de hecho, cuando únicamente se utiliza ésta como criterio de 

clasificación, ofrece menor tasa de error que cuando se utiliza únicamente la combinación 

de las probabilidades de generaci6n de símbolos y de duración de estados. Como ya 

indicamos anteriolInente, esta situación corresponde a un criterio de clasificación en el que 

no se tiene en cuenta ningún tipo de infolIuación sobre el alineamiento temporal de las 

secuencias de vectores, pero incluso así, la tasa de error obtenida con un número suficiente 
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de centros en los diccionarios VQ es similar a la obtenida con un modelado discreto. I.as 

diferencias son menores del 1% para 16 centros en cada uno de los diccionarios VQ de las 

palabras del vocabulario. y 256 centros en el diccionario de los modelos discretos. 

En cuanto al rendimiento obtenido cuando se utiliza únicamente la infonnación 

relativa a las probabilidades de generación de símbolos y duración de estados (infonnación 

suministrada por los modelos discretos asociados a los MVQHMM). columna PGEN +PDUR 

de la tabla IX. se comprueba que el enor es mucho más elevado que en el caso de los 

modelos discretos y semicontfnuos. Esto es debido a que se ha eliminado. en el proceso de 

cuantización con diccionarios independientes para cada palabra. la información relativa a la 

pertenencia de los símbolos a los modelos. es decir. todos los símbolos conespondientes a 

los centros del diccionario de una palabra pertenecen al modelo de dicha palabra. por lo 

que la única información suministrada por el modelo de Maricov es la relativa al 

secuenciamiento temporal de dichos símbolos. De ésta fonna. aunque dos palabras tengan 

conjuntos de centros claramente diferentes en sus diccionarios VQ. es posible que el 

secuenciamiento temporal de éstos sea similar. provocando que las probabilidades de 

generación de estos dos modelos sean similares. lo que puede provocar ellOres en la 

clasificación de secuencias correspondientes a estas dos palabras. 

Por ejemplo supongamos las palabras /CERO/ y /UNO/. Los diccionarios VQ 

collespondientes a estas palabras contendrán centros conespondientes tanto a las vocales 

como a las consonantes de las palabras. Cuando una secuencia de vectores conespondiente 

a la palabra /CERO/ se cuantiza con el diccionario VQ de /UNO/. los segmentos de la 

vocal /0/ de /CERO/ se cuantizarán generando símbolos conespondientes a la vocal /0/ de 

/UNO/. los conespondientes a la vocal /El de /CERO/ generarán probablemente símbolos 

correspondientes a la vocal fU/ de /UNO/. y por último. los segmentos collespondientes a 

la consonante IR! generarán probablemente símbolos conespondientes a la consonante /N/ 

de /UNO/. Independientemente del tipo de símbolos generados por la consonante /C! de 

/CERO/. que son una fracción relativamente pequei\a del total de símbolos generados para 

/CERO/. las secuencias de símbolos generadas por la cuantización de /CERO/ con el 

diccionario de /UNO/. serán similares a las obtenidas al cuantizar /UNO/ con su propio 

diccionario; consecuentemente. la discriminación de los modelos de Marlcov 

collespondientes a las palabras /CERO/ y /UNO/ será pequei\a. 
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También pueden producirse situaciones a la inversa, en las que sonidos 

especu almente similares en posiciones distintas de dos palabras, provoque similares 

probabilidades de cuantizaci6n, pero probabilidades de generación de símbolos claramente 

diferentes, en estas situaciones es cuando los modelos de Markov realizan la 

discriminaci6n. Como ejemplo supongamos las palabras /MANOI y /MON N. Salvo 

algunas variantes debidas a las coartlculaciones con los fonemas adyacentes, las 

consonantes y vocales de las dos palabras tendrán características espectrales muy similares, 

por 10 que las probabilidades de cuantizaci6n de cualquiera de ellas con el diccionario con 

cualquiera de los dos diccionarios serán muy similares. Sin embargo, la precedencia de los 

símbolos es diferente, así, en el modelo HMM de /MANOI los símbolos conespondientes 

a la vocal IN aparecerán en estados anteriores a los conespondientes a la vocal 101, y en 

el modelo HMM de /MONN ocune lo contrario, por lo que cabe esperar que las 

probabilidades de generaci6n sean claramente diferentes. 

La característica que aporte mayor infolmaci6n para la discriminación dependerá del 

tipo de vocabulario empleado. Así, con un vocabulario como el utilizado en este trabajo, 

en el que las palabras están claramente diferenciadas en cuanto a los fonemas constitutivos, 

una parte importante de la informaci6n utilizada en la discriminaci6n será suministrada por 

las probabilidades de cuantizaci6n. Sin embargo, cabe esperar que en un vocabulario 

formado por palabras con características acústicas similares, los modelos HMM aporten 

mayor cantidad de informaci6n al proceso de clasificaci6n. 

El resultado puesto de manifiesto anteriormente referente a que las probabilidades de 

cuantizaci6n, que representan las probabilidades de pertenencia de los diferentes vectores 

de características a los modelos, aporta la mayor parte de la informaci6n utilizada por el 

sistema en el proceso de clasificaci6n, no es un resultado sorprendente aunque a priori 

pueda parecerlo. De hecho, una situaci6n similar se observa para el caso de los modelos 

discretos, si comparamos los errores de reconocimiento en los modelos discretos con 10 

estados, con los obtenidos para un único estado por modelo. Al considerar un único estado 

por modelo se elimina la informaci6n sobre el alineamiento temporal de los símbolos, y la 

única informaci6n restante es la conespondiente a las probabilidades de observaci6n de 

símbolos en el modelo. Esto es equivalente, en cierta fOlma, a la utilizaci6n de las 

probabilidades de cuantizaci6n, en el sentido de que las dos probabilidades se refieren a la 

probabilidad de observaci6n de un determinado conjunto de vectores dado un modelo. La 
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diferencia estriba en la fOlUla en que tal probabilidad es estimada, las probabilidades de 

cuantización utilizan una estimación paramétrica, mientras que las probabilidades de 

obsetvación de símbolos utilizan una estimación no paramétrica a través de las 

probabilidades de obsetvación de los símbolos asociados (en el sentido de la cuantizaci6n 

vectorial) a los vectores. 

En la tabla X se muestran los eJlores de reconocimiento para modelos discretos con 

uno y con diez estados por modelo. Los resultados conesponden a experimentos L 1 OUT Y 

lAOUT. 

L10UT L40UT 
Ns 

1 estado 10 estados 1 estado 10 estados 
---_._-

64 

128 

256 

512 

11.67% 

6.87% 

4.90% 

3.75% 

3.85% 

2.61% 

2.09% 

1.51% 

12.87% 

9.58% 

7.45% 

6.93% 

4.37% 

3.59% 

2.81% 

2.03% 

Tabla X. Error de reconocimiento para los DHMM con 1 y 10 estados. 

De los resultados mostrados en la tabla, puede deducirse que gran parte de la infonnaci6n 

utilizada en el reconocimiento está presente cuando únicamente se considera un estado por 

modelo, quedando eliminada consecuentemente la infonnación sobre alineamiento temporal. 

Por último, si comparamos los resultados obtenidos para los modelos discretos con un 

único estado con los conespondientes a los modelos MVQHMM cuando únicamente se 

utilizan las probabilidades de cuantizaci6n para la clasificaci6n de las secuencias de 

vectores incógnita, vemos que éstos indican que este último método es más eficiente en 

cuanto a la caracterizaci6n de las probabilidades de pertenencia de los vectores a los 

modelos, dado que se obtienen mejores tasas de reconocimiento incluso cuando únicamente 

se utilizan 4 centros en cada diccionario VQ de los MVQHMM, en comparación con los 

DHMM con un número equivalente de centros. 
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VQTiocióll del error COII el IÚlmero de centros por ~Io 

En la tabla IX (columna PTOT ) Y en la figura 6.4 se muestra la variación del ellor de 

reconocimiento de los modelos MVQHMM frente al número de centros considerado para 

los diccionarios VQ de los modelos. Los resutados muestran que el rendimiento de los 

MVQHMM decae rflpidamente cuando se reduce el número de centros de los diccionarios 

VQ de los modelos; ésto es debido a que los centros no son compartidos como en el caso 

de los DHMM o SCHMM, de fOIllla que las reducciones en el número total de centros 

afectan más drflsticamente al modelado MVQHMM que al modelado DHMM o SCHMM. 

En cualquier caso, este efecto es sólo perjudicial cuando el número toal de centros 

considerado es pequeflo (p.e. 64 centros en los DHMM o 4 centros por modelo en los 

MVQHMM). A partir de 8 ó 16 centros por modelo, los resultados son similares a los 

obtenidos con los DHMM, lo que indica que el modelado realizado por los diccionarios 

VQ de los modelos MVQHMM es adecuado en comparación con el realizado por un 

diccionario común VQ con un número total de centros igual a la suma de los centros de 

los diccionarios VQ de cada uno de los modelos MVQHMM. 
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Figura 6.4. Error frente a Ns para los modelos MVQHMM 
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6.7. COMPARACION DE RESULTADOS 

En esta sección presentaremos los resultados comparativos de los tres tipos de 

modelado utilizados en el presente trabajo. En la tabla XI y la figura 6.5 se muestran los 

resultados comparativos para los tres tipos de modelados DHMM, SCHMM y MVQHMM, 

para diferentes configuraciones de número de estados. La columna Nspal-Nstot refleja el 

número de centros considerado en los modelos MVQHMM, y el número de centros 

considerados para cada uno de los modelos DHMM y SCHMM. Cada una de las filas de 

dicha tabla presentan los resultados obtenidos cuando el número total de centros en los tres 

tipos de modelado es igual (número de centros en el modelado DHMM y SCHMM igual a 

la suma del número de centros utilizado para cada diccionario VQ de los MVQHMM). 

LIOUT IAOUT 
Nspal-Nstot 

DHMM SCHMM MVQHMM DHMM SCHMM MVQHMM 
--._---._---

4-64 3.08% 1.77% 4.63% 4.37% 3.02% 4.25% 

8-128 1.93% 1.14% 2.19% 3.59% 2.13% 2.43% 

16-256 1.36% 0.73% 0.73% 2.81% 1.56% 0.95% 

32-512 0.99% 0.52% 0.37% . 2.03% 1.43% 0.87% 

Tabla XI. Enores de reconocimiento para los modelados DHMM, SCHMM y MVQHMM. 

Los resultados muestran que, para la configuración con 4 centros en los diccionarios de los 

modelos MVQHMM el rendimiento obtenido es claramente inferior que para los 

modelados DHMM y SCHMM, pero que para 8 centros por modelo, los MVQHMM 

ofrecen resultados similares a los DHMM en el caso multilocutor, y superiores en el caso 

independiente del locutor, configuración para la que el error es similar al obtenido para el 

modelado SCHMM. Cuando el número de centros se aumenta a 16 por modelo, los 

resultados son claramente superiores a los obtenidos para el modelado DHMM y similares 

a los obtenidos con el modelado SCHMM para el caso LI0UT, y claramente superiores a 

los obtenidos en ambos tipos de modelado para la configuración independiente del locutor. 
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La configuración del sistema con 16 centros por modelo (o equivalentemente 256 

centros para los DHMM y SCHMM), parece ser la más adecuada para el modelado 

MVQHMM, obteniéndose sólo pequeflos decrementos en el ellOr total de reconocimiento 

al doblar el número total de centros considerado. Para ésta configuración, los modelos 
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MVQHMM ofrecen resultados de reconocimiento claramente superiores a los modelos 

DHMM, y similares (en el caso multilocutor) y superiores (en el caso independiente del 

locutor) a los modelos SCHMM. 

Con respecto a esta última comparación, es de notar que los modelos MVQHMM 

conllevan una complejidad de cálculo igual a la de los modelos DHMM, y menor que la 

mitad de la requerida por los modelos SCHMM, para igual número de centros totales, tal y 

como indicamos en secciones anteriores, por lo que la aplicación del modelado MVQHMM 

es preferible al modelado SCHMM en cuanto a complejidad computacional. 

Una última consideración es la relativa a la comparación de los resultados en las 

configuraciones multilocutor e independiente del locutor para los tres tipos de modelado. 

En las figuras 6.4 y 6.6 se muestran los ellores de reconocimiento para las configuraciones 

multilocutor e independiente del locutor de los tres tipos de modelado considerados. Si se 

comparan las diferencias en el elIor de reconocimiento de las configuraciones multilocutor 

e independiente del locutor para los tres métodos de modelado, se comprueba que éstas son 

mucho menores para el modelado MVQHMM, lo que parece indicar que este tipo de 

modelado es menos dependiente del conjunto de locutores utilizados en el entrenamiento 
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Figura 6.6a. Ellores de reconocimiento para el modelado DHMM 
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del sistema. ya que no existe mucha diferencia entre los resultados obtenidos por el sistema 

cuando los locutores del conjunto de test forman parte del conjunto de entrenamiento 

(configuración multilocutor) y los obtenidos con locutores de test distintos a los empleados 

en el conjunto de entrenamiento (configuración independiente del locutor). Esta es una 

característica claramente deseable cuando se pretende diseñar un sistema de reconocimiento 

independiente del locutor dado que éste necesitará de un número de locutores menor en el 

conjunto de entrenamiento. 

6.8. REDUCCION DEL NUMERO TOTAL DE CENTROS 

Aunque los modelos MVQHMM ofrecen resultados similares e incluso superiores a 

los modelos semicontfnuos, con unos requerimientos de cMculo menores, presentan el 

problema de que su rendimiento decae rápidamente cuando se reduce el número total de 

centros considerado. El efecto de esta reducción es más drástico en el caso de los modelos 

MVQHMM que en el caso de los modelos DHMM o SCHMM, debido a que ésta 

reducción implica una reducción en el número de centros utilizado en los diccionarios 

individuales de cada uno de los modelos. 
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En el caso de los modelos DHMM y SCHMM, al compartir un conjunto común de 

centros de un diccionario universal, la reducción en el número de centros del diccionario 

no implica necesariamente la reducción del número de centros utilizado por cada uno de 

los modelos, ya que ~stos son compartidos, de fOlllla que un mismo centro puede ser 

utilizado por varios modelos. 

Una forma de evitar este problema es la propuesta por Pan [pan85] y desarrollada por 

Furui [Furui88]. B~icamente el m~todo consiste en forzar a que los modelos compartan 

centros de un diccionario universal, definiendo los diccionarios individuales de los 

diferentes modelos como subconjuntos de centros de un diccionario común a todos los 

modelos. De esta fOlIna, se puede conseguir una reducción en el número de centros totales 

considerado agrupando los centros similares de los diccionarios individuales de los 

modelos. 

6.8.1. CONSTRUCCION DEL DICCIONARIO UNIVERSAL 

Una posible aproximación a la construcción del diccionario universal es la de utilizar 

un conjunto de entrenamiento fOlIllado por vectores corespondientes a todas las palabras 

del vocabulario para la construción de un diccionario independiente de los modelos, y 

establecer una coIIespondencia entre los centros de los diccionarios individuales de cada 

modelo sobre centros de ~ste diccionario, sustituyendo los centros de los diccionarios 

individuales por los centros m~ similares del diccionario universal. Esta aproximación 

tiene la desventaja de que no existe la certeza de que todos los centros del diccionario 

universal sean utilizados en los diccionarios individuales de los modelos, con lo que 

podrían existir centros no utilizados en el diccionario universal. 

Una alternativa es la de agrupar los centros de los diccionarios individuales para 

obtener los centros del diccionario universal. De esta fOlIna existe la certeza de que todos 

los centros del diccionario universal serán utilizados por los diccionarios individuales de 

los modelos. 

En el presente trabajo, utilizamos un algoritmo K-medias jerárquico similar al 

utilizado en la construcción de los diccionarios individuales de los modelos, para obtener 

un agrupamiento de dichos centros. Una vez agrupados los centros de los diccionarios 

• 
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individuales, cada una de las agrupaciones se sustituye por la media de los centros que la 

componen, y todos los centros de los diccionarios individuales pertenencientes a un 

agrupamiento son sustituidos por la media (centro) del mismo. De esta los cenbos 

similares de los diccionarios individuales son sustituidos por un valor promedio que 

conesponde a un centro compartido del diccionario universal. Supuesto que ningún 

agrupamiento queda vacío en el proceso de construcción del diccionario universal, al 

menos un centro de un diccionario de algún modelo utiliza cada centro (agrupamiento de 

centros) del diccionario universal, y no queda ninguno sin utilizar. 

En el proceso de cuantización vectorial, dado que los diccionarios de los modelos son 

subconjuntos de centros del diccionario universal, basta con calcular las distancias de los 

vectores a los centros del diccionario universal para obtener las cuantizaciones 

conespondientes a los diferentes diccionarios de los modelos, así como las 

conespondientes distorsiones de cuantización. 

Redr,ccióJa de centros ell los diccionarios 

Aunque el propósito del m~todo de reducción de centros es el de agrupar cenbos 

similares de palabras diferentes, un efecto secundario del algoritmo utilizado es la 

reducción del número de centros en los diccionarios individuales. Esto es debido al criterio 

utilizado para la construcción del diccionario universal, basado en la minimización global 

de la distancia m fnima media entre los centros de los diccionarios individuales y los del 

diccionario universal. 

Durante el proceso de construcción del diccionario universal, es posible que el 

algoritmo K-medias decida la construcción de un agrupamiento que contiene dos o m&s 

centros del diccionario de una palabra, lo que provocará una reducción en el número total 

de centros de dicho diccionario. 

En las tablas XII y XIII se muestra el número medio de centros de los diccionarios 

individuales resultantes del proceso de reducción para diferentes configuraciones de número 

de centros por palabra (Nspal) y número total de centros (Nstot). 
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Nstot 

Nspal 

64 

• 

128 512 1024 

_ ._----
4 4 

8 7.87 8 

16 13.50 14.94 16 

32 18.56 21.00 29.00 32 

64 22.38 33.25 43.88 55.88 64 

Tabla XII. Número medio de centros para la reducci6n LI0UT 

Nstot 

Nspal 

64 128 256 512 1024 

_._----
4 4 

8 7.31 8 

16 13.31 14.25 16 

32 19.06 23.63 26.44 32 

64 24.63 32.81 44.44 55.55 64 

Tabla XIII. Número medio de centros para la reducción UOUT 
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En las tablas de puede observar la reducción del número medio de centros de los 

diccionarios individuales antes citada, asf, para la configuración multilocutor (LIOUl) 

Nspal=32 Nstot=64, el número medio de centros de los diccionarios individuales se reduce 

en un factor 1.72 (de 32 a 18.56). Sin embargo, el número total de centros se ha reducido 

en un factor 8 (de 512 a 64), es decir, que el efecto predominante de la reducción es la 

compartición de centros entre diferentes diccionarios, tal y como es el propósito del 

algoritmo. En este ejemplo concreto, el diccionario resultante contiene 64 centros, y los 

individuales contienen una media de 18.56 centros, con lo que el número medio de 
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palabras que comparten cada uno de los centros del diccionario universal es de 

(18.56*16)/64 =4.64. 

6.8.2. RESULTADOS DE RECONOCIMIENTO 

Para detelDlinar la efectividad del método de agrupamiento de centros antes expuesto, 

se realizaron experimentos L 1 OUT Y lAOUT para diferentes valores de número de centros 

en los diccionarios individuales y universal, obteniendo los resultados mostrados en las 

tablas XIV y XV. Los valores en cada recuadro de las tablas se refieren a 

(PGEN+PDUR) + PDlST (arriba) y PTOT (abajo). 

De los resultados mostrados en las tabla se deduce que la reducción del número de 

centros de los diccionarios es efectiva cuando el número de centros totales considerado es 

pequeño, asf, para 64 y 128 centros totales, se obtienen configuraciones con 32 ó 64 

centros por modelo, con tasas de reconocimiento superiores a las configuraciones 

collespondientes a 64 ó 128 centros totales sin compartición de centros. 

Nstot 

Nspal 

128 256 512 1024 

_._----
25.37+7.71 

4 4.63 

13.54+10.21 8.9014.12 

8 3.54 2.19 

10.00+14.32 7.29+5.36 6.51+l.87 

16 3.44 l.87 0.73 

8.34+16.51 6.35+7.71 5.00+3.75 4.69+1.35 

32 3.28 2.24 0.88 0.37 
. 

5.83+17.19 5.21+8.54 4.43+4.32 4.11+2.29 3.70+1.20 

64 3.07 1.62 0.99 0.83 0.42 

Tabla XlV. Enor de reconocimiento para la reducción de centros LlOUf. 
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Como se puede observar en las tablas, la reducci6n del número de centros causa una menor 

discriminación en las probabilidades de cuantizaci6n ya que al existir centros compartidos 

entre diferentes modelos, las diferencias entre las distorsiones de cuantizaci6n se reducen al 

cuantizar secuencias de vectores de un modelo con el diccionario de otros modelos que 

comparte centros con el anterior. Sin embargo, se aumenta la discriminación de las 

probabilidades de generación al existir un mayor número de centros para cada modelo. 

Nstot 

Nspal 

64 128 256 512 1024 

_ ._----
28.56+9.81 

4 4.25 

114.63+ 13.02 13.63+4.78 

8 5.47 2.43 

11.87+13.85 7.55+6.04 7.90+2.95 

16 3.59 2.50 0.95 

9.69+18.02 7.66+7.45 7.03+4.32 5.90+3.04 

32 3.54 2.29 1.98 0.87 

8.59+23.44 6.72+12.29 5.37+7.19 5.73+4.53 5.99+3.21 

64 3.38 2.76 2.29 1.51 1.13 

Tabla XV. Enor de reconocimiento para la reducción de centros lAOUT. 

En cualquier caso, para números de centros totales collespondientes a las configuraciones 

cuasi-óptimas de los modelos DHMM y SCHMM (256 6 512), y dado que el número de 

centros conespondientes a cada modelo antes de la reducci6n (16 6 32) es suficiente para 

modelar adecuadamente los posibles valores de los vectores cOllespondientes a las 

palabras, no se obtiene ninguna ventaja de la reducci6n del número total de centros. Esto 

es debido al escaso número de palabras que fonnan el vocabulario, y es de esperar que la 

reducci6n sea efectiva con un mayor número de palabras. 

En las figuras 6.7a y 6.7b se muestran los resultados obtenidos para las 

configuraciones 6ptimas en la reducci6n de centros de las tablas XII y Xlll. Estas 
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configuraciones son 64/64, 64/128, 16/256 Y 32/512 para el caso LI0UT y 64/64, 32/128, 

16/256 Y 32/512 para el caso lAour Los resultados indican que las configuraciones 

6ptimas para los modelos MVQHMM tras la reducci6n del número de centros totales 

presentan resultados similares o mejores que los modelos discretos a partir de 64 centros 

totales, similares a los semicontfnuos para un número total de centros de 128, y superiores 

para 256 y 512 centros. 

• 

I 

• 
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CAPITULO 7 

CONCLUSION 

7.1. CONTRffiUCIONES 

La principal contribución del presente trabajo es el desarrollo de un sistema de 

reconocimiento de palabras aisladas, independiente del locutor, con bajo coste 

computacional y alto rendimiento, con un ellor de reconocimiento por debajo del 1 %. 

Partiendo de una configuración básica con modelos ocultos de Marlcov, se han 

realizado modificaciones al sistema de reconocimiento para incorporar infoIlllación 

adicional al mismo, mejorando su rendimiento. En este sentido, se han mostrado varias 

posibles modificaciones a la función distancia del cuantizador vectorial, basadas en técnicas 

de filtrado cepstral del espectro de la señal. También se han añadido características 

dinámicas del espectro, así como infonnación relativa a las duraciones de los estados de 

los modelos. 

En cuanto a la fOil na de incorporar las nuevas características (dinámicas) del espectro 

de la señal al sistema, se han comparado dos aproximaciones diferentes. La primera de 

ellas basada en la utilización de una distancia compuesta, y la segunda en base a la 

cuantización independiente de las diferentes características. Los resultados comparativos 

indican que la segunda de las aproximaciones es sólo ventajosa cuando el número de 

centros considerados en el diccionarios de cuantización vectorial es reducido, introduciendo 

en cualquier caso complejidad adicional y mayores requerimientos de memoria y potencia 

de cálculo en la evaluación de los modelos de Markov. 

Se ha implementado un sistema de reconocimiento basado en modelos semicontfnuos 

de Marlcov, para el que los resultados muestran que la utilización de múltiples candidatos 

178 
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en el proceso de cuantización vectorial, mejora el rendimiento del sistema, aunque a costa 

de un incremento en los requerimientos de memoria y tiempo de proceso en la evaluación 

de los modelos. 

Se ha desanollado una nueva variante del modelado oculto de Markov discreto, los 

denominados MVQHMM (modelos ocultos de Markov con cuantizaci6n dependiente). La 

principal caracteristicas de esta variante es la utilizaci6n de diccionarios VQ específicos 

para cada uno de los modelos, en lugar de un único diccionario común a todos ellos. De 

esta fonna un modelo MVQHMM está compuesto por un diccionario VQ, que modela los 

diferentes tipos de espectros conespondientes al modelo, y un HMM discreto, que modela 

el secuenciamiento temporal de los prototipos espectrales. 

Se han deducido las f6rmulas de evaluaci6n para los MVQHMM, que permiten la 

integraci6n natural de la informaci6n contenida en las distorsiones de cuantizaci6n, y en las 

probabilidades de generación de los modelos ocultos de Markov, en un contexto 

probabilístico. 

Los estudios comparativos de rendimiento de los sistemas de reconocimiento basados 

en HMM discretos estandar, HMM semicontfnuos y MVQHMM muestran que estos 

últimos ofrecen tasas de reconocimiento superiores a los dos anteriores, con un coste 

computacional idéntico al de los modelos HMM discretos estadar. La reducci6n relativa en 

el error es del orden del 66% frente a los modelos discretos, y del 39% frente a los 

semicontínuos. 

Se ha mostrado, mediante estudios comparativos de los resultados del sistema de 

reconocimiento sobre configuraciones multilocutor e independiente del locutor, que los 

modelos MVQHMM son más independientes del conjunto de locutores de entrenamiento 

que los modelos HMM discretos estandar y semicontfnuos. Esta caracterítica es deseable 

cuando se diseña un sistema de reconocimiento independiente del locutor. 

Se ha desaBollado un algoritmo para la reducci6n del número total de centros 

considerados en los diccionarios VQ de los modelos MVQHMM. Este algoritmo fuerza la 

compartici6n de centros entre diccionarios VQ cOBespondientes a modelos diferentes, 

consiguiendo una reducción efectiva del número total de centros considerado. 

• 
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Se ha mostrado que la reducción del número de centros VQ totales deteriora el 

rendimiento del sistema cuando el número inicial de centros considerados para cada 

modelo es suficientemente elevado para caracterizar los diferentes tipos de espectros. Sin 

embargo, cuando el número total de centros considerado es tal que el cOllespondiente a 

cada modelo es reducido, la compartición de centros entre diferentes modelos aumenta el 

rendimiento del sistema. 

7.2. TRABAJO FUTURO 

Tal Y como se indicó en la sección 6.5.1, en el proceso de entrenamiento de los 

modelos MVQHMM, la optimización de las probabilidades de generación de los modelos 

requiere la maximización conjunta de las probabilidades de cuantización y las de 

generación de los modelos de Markov. Sin embargo, en la implementación utilizada en el 

presente trabajo, el entrenamiento de los modelos se realizó en dos fases separadas e 

independientes. En la primera de ellas, se optimizan las probabilidades de cuantización 

mediante la construcción de los diccionarios VQ de los modelos. A continuación, y con las 

secuencias de símbolos generadas por la cuantización con los diccionarios VQ previamente 

construidos, se maximizan las probabilidades de generación de los modelos de Marlcov. 

Dado que este es un método claramente sub-óptimo, una posible mejora al proceso de 

entrenamiento del sistema es la de utilizar un método de estimación iterativa como el 

propuesto por Huang [Huang90]. En un esquema como éste, se pueden reestimar los 

centros de los diccionarios VQ en base a las probabilidades de generación de los modelos 

MVQHMM, y una vez modificados los diccionarios VQ, utilizar las nuevas cuantizaciones 

producidas por éstos para reestimar los modelos de Markov, consiguiendo un nuevo 

conjunto de modelos MVQHMM (diccionarios VQ y modelos HMM). 

Los prometedores resultados ofrecidos por los modelos MVQHMM, en comparación 

con los modelos HMM discretos y semicontfnuos, sugieren que la integración de éstos en 

sistemas de reconocimiento de voz contfnua, como sustitutos de los modelos discretos o 

semicontfnuos, para el modelado acústico de las unidades de decisión (p.e. · fonemas, etc.), 

debe llevar a un incremento en el rendimiento de tales sistemas. Esto es por 10 que una 

segunda tarea a abordar es la del diseño de un sistema de reconocimiento de voz contfnua 

que utilice modelos MVQHMM para el modelado acústico de las unidades de decisión. 



APENDICE A 

TRANSFORMACION BILINEAL DEL CEPSTRUM 

Este apéndice describe la utilización de la transfOlmación bilineal para la conversión 

en la escala de frecuencias del cepstrum de un señal. Esta conversión se utiliza en el 

capítulo 5 para la conversión aproximada de los coeficientes cepstrum extraidos de 

segmentos de señal de voz a escala MEL. 

Aqui describiremos las fórmulas de conversión en frecuencia de los coeficientes 

cepstrum así como la deducción de la matriz de transfOlmación lineal que realiza dicha 

conversión, estableciendo una relación de recurrencia para la obtención de dicha matriz de 

transfOllllación. 

A.l TRANSFORMACION BILINEAL DE LA ESCALA DE FRECUENCIAS 

La transfOlmación bilineal [Oppenheim75b] es una transfOlmación del plano complejo 

z en si mismo que realiza una transformación no lineal de la escala de frecuencias en la 

función de transferencia de un sistema digital, y ha sido utilizada para obtener 

transfOlmaciones en las características espectrales de filtros digitales [Constantinides70]. 

En términos de la variable compleja z, la transfOlmación bilineal puede escribirse en 

la fOlma siguiente 

Z -1 -
N -

Z-1 - a 

l -1 -z 
• , 

• , 

10.1 < l (A. la) 

10.1 < l (A.lb) 
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donde zÑ1 es la nueva variable compleja La transfonuación bilineal de la función de 

transferencia de un sistema digital se reduce a la realización del cambio de variable antes 

indicado, es decir 

(A.2) 

donde F N () es la función de transferencia resultante del cabio en la escala de frecuencias 

obtenido con la transfonuación bilineal. 

Para obtener la collespondencia entre las fjecuencias angulares original W y 

transfonnada wN' basta con escribir la transfonnación bilineal sobre el círculo unidad en la 

fonna 

-1 -JolO' 
Z =e (A.3a) 

(A.3b) 

(A.3c) 

o 

ellO' - a. 
o 

1 - a.ellO' 
(A.3d) 

la tangente de la nueva frecuencia angular wN puede escribirse en la fonna 

(A.4a) 

(A.4b) =------
j o jlO'N -jlO'N 

e + e 

y utilizando (A.3c) y (A.3d), Y después de algunas transfonnaciones sencillas se llega a la 

expresión 

(A.5) 
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Esta relación indica que las frecuencias wN Y W están relacionadas no-linealmente, de 

fOllna que (ver figura 5.8), valores de a mayores que cero realizan una compresión de la 

zona baja de frecuencias, y una expansión de la zona alta de frecuencias, mientras que con 

valores negativos de a se consigue el efecto contrario. 

A.2 TRANSFORMACION DE LOS COEFICIENTES CEPSTRUM 

A continuación mostraremos cómo utilizar la transfollllación bilineal para obtener la 

expresión que relaciona los coeficientes cepstrum conespondientes al desanollo del 

espectro logarftmico de una seflal en escala lineal de frecuencias, con los coeficientes 

cepstrum del desarrollo collespondiente a este mismo espectro logarftmico pero con la 

escala de frecuencias transformada bilinealmente. 

Dados los coeficientes cepstrum e (k) de una sefl al , su espectro logarftmico puede 

expresarse en términos de éstos en la forma 

I 

F(w) = L c(k)e-jkw 
(A.6) 

Ir.---

utilizando la transformación bUineal sobre el cfrculo unidad del plano z, podemos escribir 

el espectro logarftmico F N (WN) en la nueva escala de frecuencias en la forma 

le) -jwN k 
e + a 

• 

l+ae-jWN 
(A.7) FN(WN) = L c(k) 

k= : 

de otro lado, el espectro logarftmico F N (WN) tiene un desarrollo en tér minos de los 

coeficientes cepstrum e (k) en la nueva escala de frecuencias de la forma 

(A.8) 

e igualando los dos desarrollos obtenemos 



• 
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• 

1: c(k)e -jkwN = 1: c(k) 
Ir. Ir. , 

(A.9a) 
e-JWN + a 

• 

l+ae-JWN 

En lo que sigue, y por sencillez, eliminaremos el subíndice N, con lo que (A.9a) puede 

escribirse en la fonlla 

, , a a 

L c(k)e-jkw = L c(k) (A.9b) 
1 Da 

Calculando ahora la transfonuada inversa de Fourier de los dos miembros de (A.9b) , se 

llega a las expresiones 

, 
c(n) = L c(k)W(n,k) (A. lOa) 

Ir.-

+'/1: 

(A.lOb) 
k. 

W (n, k) = --':2~=-
• 

e-Jw + a 
-'/1: 1 + ae-Jw 

donde W (n , k) son los elementos de la matriz de transfonuación lineal entre los 

coeficientes cepstrum originales y los transfonnados, y (A.lOa) establece la transfonuación 

lineal entre los dos conjutnos de coeficientes cepstrum. 

La integral en (A. lOa) puede expresarse de fOIllla más sencilla utilizando el cambio 
• 

de variable z = eJW , con 10 que la integral angular se transfoIllJa en una integral compleja 

sobre el círculo unidad 

1 
W(n,k) = . 

2ft) 
(A. 1 1) 

la evaluación de la integral (A.ll) se reduce a la suma de los resíduos [Oppenheim75c] 

contenidos en el círculo unidad del plano compejo z. A continuación discutimos la 

resolución de la integral para los diferentes valores de k y n . 
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Caso 11 > O 

Tal Y como se muestra en la figura A.1, para el caso 11 > 0, la distribución de polos y 

ceros de la función a integrar depende del valor de k. Para el caso k > 0, existe un polo 

múltiple de orden k dentro del círculo unidad con valor z = -a, y un cero múltiple de 

orden k fuera del círculo unidad con valor z = -l/a. Para k < ° existe un cero múltiple de 

orden k dentro del círculo unidad con valor z =-a, y un polo múltiple de orden k fuera 

del círculo unidad con valor z =-l/a. 

Coso 11 < O 

En este caso, existe una singularidad adicional de orden (n-1) en el origen. Para evitar 

esta singularidad múltiple adicional, se puede transformar la integral (A.ll) utilizando la 

expresión alternativa [Oppenheim75c] para la transfollllada z inversa siguiente 

• 

1 
21tj 

!(z)z"-ldz= 1 . 
21t) 

(A.12) 

Esta transformación equivale a reflejar los polos y ceros respecto del círculo unidad, con lo 

que los polos y ceros exteriores son ahora interiores y viceversa. La distribución de polos y 

ceros es ahora la mostrada en la figura A.l b. Para el caso k > 0, existe un cero múltiple de 

orden k dentro del círculo unidad con valor z =-a., y un polo múltiple de orden k fuera 

del círculo unidad con valor z = -l/a. Para k < ° existe un polo múltiple de orden k 

dentro del círculo unidad con valor z =-a, y un cero múltiple de orden k fuera del círculo 

unidad con valor z = -1 la. 
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k > O " +1 k < O " +1 

-1 / a - a - 1/a -a 

-1 - 1 

Figura A.I. Polos y ceros para n>O 

k > O " + 1 k < O " +1 

~--+-~--~----~> 
- 1/a - a -1/a -a 

-1 - 1 

Figura A.2. Polos y ceros para n<O 

En resumen, las ecuaciones siguientes corresponden a las cuatro situaciones antes 

descritas, donde n y k son enteros positivos. 

W(n,k) = 

W(n,-k) = 

W(-n,k) = 

1 
21tj 

1 
21tj 

1 
21tj 

z+a 
1 + az 

le 

Z,,-l dz 

(A. 13 a) 

(A. 13b) 

(A.13c) 
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W(-n,-k) = . 

21C} 

1 + <xz 
z+<x 
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k 

Z,,-l dz (A.13d) 

Tal Y como se deduce de la distribución de polos y ceros de las cuatro integrales, 

esquematizada en las figuras A.la y A.lb, los valores de W(n,-k) y W(-n,k) son cero. 

Además, es sencillo comprobar que las integrales coIlespondientes a W (n , k) Y W (-n , -k ) 

son idénticas dividiendo el numerador y denominador de la fracción en el integrando de 

(A.13d) por z. Por 10 tanto, la expresión para los elementos de W es de la fOillla 

W(n,-k) = W(-n,k) = O ; n,k >0 

W(n ,k) = W(-n ,-k) = Res 1 + <xz 
z+<x 

donde Res denota el residuo de la expresión. 

Caso n = O 

k 

11-1 k O z ; n, > 
z a 

(A. 14a) 

(A. 14b) 

Los polos y ceros para esta situación son los mostrados en la figura A.3. Para el 

caso k > O se tiene un polo múltiple de orden k dentro del círculo unidad, más un polo 

simple en el origen. Para el caso k < O se tiene únicamente un polo simple en el origen, 

luego los valores de W (O, k) son 

k > O " +1 k < O " +1 

-l/a -a -l/a -a 

-1 -1 

Figura A.3. Polos y ceros para n=O 
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W(O,k) = Res 
1 + az 
z+a 

1 + az 
z+a 

Z-1 ; k >0 (A.lSa) 

W(O,-k) = Res 
z+a 
l+za 

% a 

(A.lSb) 

Por último, queda por resolver la situación para k = O. En esta situación, la 

integral (A.ll) toma la f0I111a 

W(n,O) = 1 zll-1dz = O(n) ; \:In 
21tj 

(A. 16) 

Cálculo de W(n,k) y W(-Il,-k) 

A continuación calcularemos los valores de W (n , k) Y W (-n , -k ). Como ya 

indicamos anteriormente, son iguales, y se reducen al cálculo de la expresión A.14b. 

W(n,k) = Res 

1 

1 + az 
z+a 

=---
(k-l)! 

= _-=.1_ 
(k-l)! 

11-1 z 
% a 

z a 

z a 

1 k k 
= L al 

(k-l)! 1=0 1 

1 k 
=-- L 

(k-l)! 1=0 
1~(k-lI) 

z=-a 

k al (n+l-l)! (-a)(II+l-1H k-l) 

1 «n+I-IHk-l»! 

(A. 1 7a) 

(A. 17b) 

(A. 17c) 

(A.17d) 

(A.17e) 



--
k 

L 
I~ 

I~(k-II) 

k al n+l-l 
1 k-l 

k 
= (~)(II-k) L k n+l-l 

1 k-l 
I:() 

I~(k_) 
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(A.17f) 

(A.17g) 

Donde la condición l~(k-n) está impuesta por el hecho de que las derivadas se anulan 

para valores inferiores de 1, dado que los exponentes (n +/-1) son siempre mayores o 

iguales que cero ya que n > O. 

Cálculo de W(O.kJ y W(O,-lJ 

A continuación, calcularemos los valores para W (0, k) Y W (0, -k) de fOlllla análoga 

a como se calcularon W (n , k) Y W (n , -k) en la sección precedente. Para ello calcularemos 

los tres residuos que figuran en las expresiones (A.15a) y (A.15b). 

Res 

Res 

1 + az 
z+a 

1 

k 
-1 z 

=---
(k-l)! 

1 =---
(k-l)! 

1 =---
(k-l)! 

z a 

1 + az 
z+a 

--

k 

z a 

z a 

d k- 1 
1-1 -:--:--Z 

dz k - 1 

(A. 1 8) 

(A.19a) 

(A.19b) 

(A. 1 9c) 

(A.19d) 
z a 

a esta sumatoria sólo contribuyen los téuninos para 1=0 y 1 =k, dado que los demás se 

anulan, luego se tiene 

• 



• 

1 =---
(k-l)! , a 

1 
+-~-

(k-l)! ,-a 

= 1 (_l),t-l (k-l)! (-a.)-k + (k-l)! a k = a k _ a-k 
(k-l)! 

Res 
z+a 
1 + az 

k 

-1 z 
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(A.Ige) 

(A.19f) 

(A.20) 

Una vez calculados los resfduos necesarios, se pueden calcular los valores de W (O, k) Y 

W(O,-k). Sustituyendo (A.18) y (A.19f) en (A.15) y (A.20) en (A.15b) obtenemos 

W(O,k) = W(O,-k) = a k (A.21) 

Relaciones para el CblclÚO de W(n.kJ 

Las expresiones siguientes resumen el cfllculo de los elementos de la matriz de 

transfonnación lineal de los coeficientes cepstrum 

k 
W(n,k) = W(-n ,-k) = (-a.)(II-k) L 

1:{J 
l~(k_) 

W (O,k) = W (O,-k) = a k 
; k > O 

W(n,O)=O(n) ; "In 

k n+l-l 
1 k-l 

W(n,-k) = W(-n,k) = O ; n >0, k >0 

; n,k>O (A.22a) 

(A.22b) 

(A.22c) 

(A.22d) 

Una expresión alternativa a (A.2Ia) puede obtenerse con un desallollo anfllogo realizando 

el cambio de variable 



(1+az)=x 

en (A.I7b) con 10 que se obtiene la expresión 

11-1 
W(n.k) = (_1)(1I-1)a(k-II)(1--a2) L 

1=C 

ReclUsión para el cálculo de W(n.kJ 

n-l 
1 

k+l 
-1 

191 

; n.k>O (A.22e) 

La expresión (A.22a) deducida para el cálculo de W (n • k). es compleja debido a la 

necesidad de la evaluación de los números combinatorios. A continuación obtendremos una 

expresión recursiva que pel mite un cálculo mAs eficiente. 

La derivación de la recursión para el cálculo de W (n • k) para n. k > O se puede 

obtener a partir de la expresión diferencial del resfduo en la fOllna 

W(n.k) = Re 
1 + az 
z+a 

k 
11-1 z 1 

=---
z- a (k-l)! 

Calculando la primera derivada se obtiene la expresión 

W(n k)=_l_ 
• (k-l)! 

(A.23) 
z=-a 

(A.24) 
, a 

Descomponiendo ahora el télluino (1 + az)k en (1 + az)(l + az)k-l y desaliollando la 

expresión resultante se obtiene 



W( k) _ 1 
n, - (k-l)! 

1 +--­
(k-l)! 

1 +--­
(k-l)! 
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(A.25) 
% a 

z a 

Si comparamos estas expresiones con (A.23), vemos que, despu~s de algunas 

modificaciones, se pueden escribir en ténuinos de W (n, k) en la fouua siguiente 

W(n k) = (k-2)! k aW(n,k-l) + (n-l)W(n-l,k-l) + a(n-l)W(n,k-l) 
, (k-l)! (A.26) 

y agrupando tél minos y simplificando llegamos a la expresi6n recursiva 

W(n, k) = (k~l) (n+k-l) aW(n ,k-l) + (n-l) W(n-l, k-l) ; n, k> 1 (A.27) 

N6tese que la relaci6n es vAlida sólo para n, k > 1, ya que hemos descompuesto la derivada 

de orden k-l en una de orden k-2 y otra de orden 1, 10 que s610 puede hacerse bajo esta 

suposici6n. Por 10 tanto, es necesario calcular los valores de W (n ,k) para los casos n = O Y 

k =0. 

El valor para n =0 ya se calcul6 anteriormente, y está dado por la expresi6n (A. 22b). 

En cuanto a los valores para n = 1, se pueden obtener fácilmente de la resoluci6n directa de 

(A.13a) 6 (A.13d) en la forma siguiente 



1 
W(1,k) = . 

21CJ 

= Res 

1 

1 + az 
z+a 

1 + az 
z+a 

=---
(k-1)! 

le 

dz 

le 

I U 

= k ! a le - 1 11 + a z 1 
(k-1)! z=-<u 
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(A.28a) 

(A.28b) 

(A.28c) 

(A.28d) 

(A.28e) 

adem~ es fácil comprobar que esta expresión también valida para los valores k =0,1. 

La solución para k = O también se calculó previamente y está dada por (A.22c). Por 

último, sólo queda por calcular el caso k = 1, cuya solución se puede obtener de fOlllla 

similar al caso n = 1. 

1 
W(n,l) = . 

21CJ 

= Res 
1 + az 
z+a 

11-1 z 

(A.29a) 

(A.29b) 
z u 

(A.29c) 

Una vez obtenidos todos los resultados collespondientes a los diferentes casos, la recursión 

para el cálculo de W (n , k) queda en la fOlllla siguiente 



W (0,1) = al ; n = O , k ~ O 

W(1, k) = k ak- 1 (1 - ( 2) ; n = 1 , k ~O 

W (n ,O) = O ; n ~ 2 

W(n, 1) = (-a)"-1(1 - ( 2) ; n ~2 
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(A.30a) 

(A.3Ob) 

(A.3Oc) 

(A.3Od) 

W(n,k) = (k~l) (n+k-l)aW(n,k-l) + (n-l)W(n-l,k-l) ; n ~2 ,k ~2 (A.30e) 

• 
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