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Introduccion

En la actualidad el uso de los nuevos dispositivos para el almacenamiento
de informacion va en creciente aumento. De forma paralela se han desarrollado
diversas herramientas para obtener conocimiento de las distintas fuentes de
informacién que posee el usuario. La informacién puede provenir de procedencias
muy diferentes y puede estar estructurada de varias formas. La gran diversidad de
formato de almacenaje de la informacién asi como la gran variedad de su contenido,
nos da mucha riqueza en cuanto al tipo de conocimiento que puede ser extraido a

partir de una fuente de informacién.

A dia de hoy, las bases de datos proporcionan una herramienta muy util
para estandarizar su almacenaje y partir de ellas se pueden desarrollar distintos
mecanismos para encontrar informacién que sea 1til, novedosa y de interés para el
usuario. Estas tres caracteristicas son muy importantes para poder discernir entre

conocimiento y poder desechar lo que no aporte nada al usuario.

El proceso para la Extraccion del Conocimiento se encarga de desarrollar todas
las herramientas y procesos desde la seleccién, procesamiento y limpieza de los
datos, hasta los mecanismos de Mineria de Datos para obtener el conocimiento
pasando por su interpretaciéon y evaluacién. Mas concretamente una de las
herramientas mas utilizada en la Mineria de Datos es la extraccién de reglas de
asociacién debido a su sencilla interpretabilidad, aunque a veces hay que saber
darle el significado justo y no otorgarles la causalidad que no poseen pudiendo
confundir al usuario.

Este trabajo se centra en el desarrollo de un modelo formal para una
mejor comprensién de los mecanismos de extraccién y evaluacion de las reglas

de asociacién, asi como su desarrollo para unificar en un marco las distintas
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propuestas que utilizan como herramienta las reglas de asociaciéon o variantes de
ellas. Ademaés se han desarrollado transversalmente nuevas técnicas para obtener

nuevos tipos de conocimiento desde distintas fuentes de informacién.

Antecedentes

El punto de partida de este trabajo es de un modelo llamado GUHA (General
Unary Hypotheses Automaton) [Héjek et al., 1966] con origen en los afios 60 para
formular un método que permitiera a un ordenador generar y evaluar hipétesis que
fueran interesantes desde el punto de vista de un problema concreto. La nocién de
hipétesis de GUHA es casi idéntica a la nocién de regla de asociacién introducida
por Agrawal et al. en los afios 90 [Agrawal et al., 1993]. Esta semejanza permite
utilizar algunos de los fundamentos de GUHA para representar el funcionamiento
y los procesos de evaluacion de las reglas de asociacién y ofrecer un nuevo punto

de vista para su estudio.

Las reglas de asociacién miden la posible relacién que puede existir entre un
conjunto de objetos en una base de datos midiendo su frecuencia de aparicion en las
transacciones. Usando dichas frecuencias se han propuesto distintas opciones para
medir la validez, calidad y el interés del usuario en el conjunto de reglas extraidas
en una base datos. Pocos han sido los esfuerzos por desarrollar un conjunto de
axiomas o propiedades que deberian cumplir dichas medidas, y casi ninguna
propuesta podemos encontrar para modelizar formalmente todo lo relacionado
con las reglas de asociacién. Esto se hace necesario para poder expresar numerosas
formas de asociacién que han surgido en estos anos de investigacion asi como poder
desarrollar nuevas con los formalismos necesarios. Lo que si podemos encontrar
son diversas teorias y modelos que dan lugar al desarrollo de nuevos algoritmos y
nuevos tipos de reglas de asociacién pero que no unifican todo el conocimiento ya
desarrollado y existente sobre ellas.

Dos de los conceptos que serdn basicos en el desarrollo del modelo seréan la
llamada tabla-4 ft y el cuantificador. La tabla-4 ft resume en una tabla o matriz
de dimensién 2x2 las cuatro frecuencias en juego en una regla de asociacién
general del tipo A — B, y el cuantificador va asociado a la medida de validez
o cumplimiento de la regla de asociacién. Segun las propiedades y la forma de
utilizar el cuantificador obtendremos distintos tipos de asociaciones con diferentes

propiedades que pueden ser de interés para el usuario.

Adema&s del desarrollo del modelo, en este trabajo presentaremos algunas
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propuestas transversales para obtener nuevos tipos de conocimiento. Uno de ellos
es un procedimiento para obtener varios tipos de asociaciones en una base de
datos peculiar: en bolsas. Las bolsas, como su nombre indica, hacen referencia a
un tipo especial de transacciones donde la principal diferencia radica en que los
objetos tienen asociadas cantidades. Dichas cantidades hacen mencién no sélo a la
aparicién del {tem en la transaccién, si no, al nimero de veces que aparece. Esta
informacién extra que ofrecen las bolsas puede aprovecharse de diversas formas
para obtener asociaciones més ricas en conocimiento, por ejemplo asociaciones
que involucran tendencias sobre el aumento o la disminucién de las cantidades

asociadas a los items de la regla.

Otra propuesta es el uso de la negacién de los itemsets para obtener reglas de
asociacién con un conocimiento especifico de utilidad para el usuario. Este tipo
de reglas pueden ser infrecuentes pero su obtencién se apoya en la busqueda de
pares de reglas, una de ellas frecuente y confidente, y la segunda, que involucra
la negacion, solamente confidente. Segin la posicién del {tem negado podemos
obtener conocimiento que podemos asociar como del tipo excepcional o anémalo
respecto de la regla frecuente y confidente. Los primeros trabajos sobre este tipo
de reglas se propusieron a finales de los 90 y recientemente por diversos autores
[Suzuki, 1996], [Hussain et al., 2000], [Berzal et al., 2004] y servirdn como base a

las propuestas que aqui presentamos.

Objetivos

La finalidad principal de este trabajo es el desarrollo de un modelo formal para
la representacién y evaluacién de las reglas de asociacién como herramienta en un
proceso de mineria de datos. Para ello hemos marcado unos objetivos y también
se han desarrollado otros que son afines al principal propdsito de un proceso de
mineria de datos: descubrimiento de conocimiento 1til, novedoso y comprensible

para el usuario.
A continuacién describiremos los principales objetivos cubiertos con el

desarrollo de este trabajo:

= Desarrollar un modelo formal para la representacién y evaluacion de las
reglas de asociacién.
e Conocer los modelos existentes.

e Reconocer un modelo y desarrollarlo para distintos tipos de reglas de

asociacién: crisp, difusas, de excepcion y anémalas.



°

Introduccion

Estudiar las propiedades del modelo y establecer un modelo unificado.

Analizar un vinculo de unién entre los elementos del modelo y el tipo

de asociacion.

Obtener un conjunto de propiedades, principios o axiomas que debe
tener una buena medida de interés en términos del modelo y estudiar
condiciones para que las medidas para la evaluacién de las reglas las

satisfagan.

= Proporcionar nuevos procedimientos para obtener conocimiento de bases de

datos formadas por bolsas.

°

Examinar las propuestas existentes en dicho ambito.

Elaborar nuevos métodos de extraccién que involucren y tengan en
cuenta tanto si el objeto se encuentra o no en la base de datos, como la

cantidad que tiene asociada.
Analizar y estudiar las ventajas e inconvenientes de dichos métodos.

Compararlos con los ya existentes.

= Analizar la semédntica y encontrar nuevos métodos para la obtencién de reglas

de asociacion que involucran la negacién de items.

Realizar un amplio y riguroso estudio de los tipos de reglas de asociacién

propuestos hasta el momento que involucran la negacién de items.

Ver cuéles recogen un mejor contenido semantico que pueda ser de

interés para el usuario.

Modificar y/o proponer nuevos métodos y estrategias de extraccién de

los tipos de reglas que mejoren a los existentes.
Utilizar el modelo para su estudio y formalizacion.

Obtener un estudio comparativo del comportamiento de las diferentes

propuestas.

= Estudiar un método, heuristica o algoritmo basado en la filosofia del modelo

formal para obtener distintos tipos de reglas de asociacién.

Examinar las distintas propuestas para obtener reglas de asociacion y

ver cual se ajusta mejor al modelo.

Proponer un algoritmo para la extraccion de reglas de asociacién
siguiendo la filosofia del modelo.
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e Estudiar la complejidad del algoritmo y su comportamiento con diversas
bases de datos reales.

e Modificar la propuesta para algunos de los tipos de reglas vistas

anteriormente: reglas de excepcién, anémalas y dobles.

Estructura de la Tesis

La memoria estd organizada como se muestra a continuacién. En primer lugar
tras esta introduccion donde se han expuesto los objetivos a cumplir durante el
desarrollo del documento, es necesario describir con més precision el ambiente
donde vamos a trabajar y desarrollar las distintas herramientas, ademas de definir

unos conceptos previos y fijar la notacién que seguiremos en el resto del trabajo.

Todo lo anterior junto con un estudio sobre los distintos modelos para reglas
de asociaciéon y una primera presentacion del modelo formal a desarrollar, se

presentara en el primer capitulo de Preliminares.

El segundo capitulo engloba todos los Resultados Tedricos que se han desa-
rrollado para cubrir los objetivos anteriormente propuestos. Podemos distinguir
cuatro secciones bien diferenciadas. En la Seccién 2.1 estudiamos los distintos
criterios para medir el interés de las reglas de asociacion. Tras su estudio,
proponemos y justificamos anadir dos nuevos principios al conjunto de principios
va existentes de Piatetsky-Shapiro en [Piatetsky-Shapiro, 1991] y analizamos la
estrecha relacién entre los principios y el tipo de cuantificador-4ft del modelo
formal bajo estudio. Terminaremos la seccion con la definicién de nuevos tipos
de cuantificadores, estudiando el caso particular del nuevo cuantificador-4 ft que
definiremos a partir de la medida de interés conocida como Factor de Certeza
presentada en [Berzal et al., 2002].

En la Seccién 2.2 seguimos con el desarrollo del modelo légico-formal para
la extraccién de reglas difusas. Para ello utilizamos el modelo de representacién
de cantidades imprecisas mediante niveles de restriccién [Sdnchez et al., 2009]
introducido en el Capitulo 1 de preliminares. Gracias a la generalizacién obtenida,
ofrecemos un procedimiento que extiende de forma natural las medidas de interés

del caso crisp al difuso.

La Seccién 2.3 desarrolla varias propuestas para la extracciéon de conocimiento
en bases de datos formadas por bolsas. Primero definimos los conceptos de
bolsa y bolsa difusa. Después continuamos con un andlisis de anteriores pro-
puestas y finalizamos con nuestras propuestas. Para el desarrollo de los distintos
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métodos, hemos utilizado la teoria de subconjuntos difusos (consultar Apéndice
A) y dos importantes herramientas: las reglas difusas y las dependencias graduales
[Sdnchez et al., 2008d], ésta ltima presentada recientemente. Mediante el uso de
las dependencias graduales conseguimos un tipo de informacién muy 1util puesto
que no sélo se muestra la relacién entre los items, sino que también nos ofrece una

relacion entre la variacién que sufren las cantidades asociadas.

En la Seccién 2.4 se pretende estudiar distintos métodos de extraccion de
conocimiento mediante reglas de asociacion. En particular nos centramos en
aquellos que involucran la negacién de items y encierran un conocimiento especifico
que sea de utilidad para el usuario: las reglas de excepcién y las reglas andémalas.
Las analizamos en profundidad y proponemos nuevas propuestas los dos tipos de
reglas. Ademaés usamos el modelo para formalizar las propuestas y compararlas
con las ya existentes. Por tdltimo proponemos un nuevo tipo de regla a la que
denominamos doble que junto con las reglas anteriores ofrecen una descripcién

mas completa de la relacion existente entre dos conjuntos de items.

El dltimo capitulo muestra un breve repaso a los principales algoritmos de
extraccion de reglas de asociacion deteniéndose en una propuesta que utiliza una
representacién binaria de los items [Louie and Lin, 2000b] que nos serd de utilidad
para desarrollar un procedimiento para extraer reglas de asociaciéon utilizando el
modelo formal, y en particular, lo utilizaremos para extraer reglas de excepcién,
anémalas y dobles y comparar las distintas propuestas presentadas en la Seccién
2.4.

La memoria terminara con las conclusiones sobre el trabajo realizado y algunas

propuestas para futuras lineas a desarrollar en nuestra investigacién.



CAPITULO

Preliminares

Este capitulo contiene los conocimientos previos que deben conocerse para
entender el contenido de la tesis. En la seccién 1.1 introduciremos un breve resumen
sobre los conceptos clave en el campo de la Mineria de datos y, en particular,
los rudimentos sobre los distintos tipos de reglas de asociacién centrandonos
en aquellos que sean de utilidad en el siguiente capitulo. La secciéon 1.2 provee
un resumen de algunas de las formulaciones presentadas hasta el momento
para la representacién y/o evaluacién de las reglas de asociacién. Por ltimo,
en la seccién 1.3 se repasan los conceptos basicos de un modelo propuesto en
[Sdnchez et al., 2008b] para representar y operar con propiedades difusas distinto
a la Teoria de Subconjuntos Difusos propuesto por Zadeh.
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1.1. Extraccion de Conocimiento, Mineria de

Datos y Reglas de Asociacién

Es un hecho que en las tltimas décadas el volumen de los datos almacenados
ha crecido de forma considerable debido a su guardado en formato digital, a la
automatizacion de muchas tareas, etcétera. El creciente interés por querer utilizar
estos datos para obtener informacién que ayude a aumentar los beneficios en una
empresa, a controlar la evolucién de los datos, etc, ha favorecido el surgimiento de
nuevas herramientas que nos permiten manejar grandes volimenes de datos y a su
vez adquirir informacion oculta en ellos que pueda ser de utilidad en algin sentido.
Este tipo de herramientas son parte del campo de la Extraccion de Conocimiento
(KD, Knowledge Discovery).

De forma abstracta, podriamos decir que la extraccién de conocimiento
esta relacionada con el desarrollo de métodos y técnicas que nos ayuden a entender
los datos. Por ejemplo, una de las tareas de las que se ocupa el KD es resumir la
informacidén y presentarla de forma inteligible. En el nicleo de este tipo de procesos

estd la aplicacién de algunos métodos especificos de la Mineria de Datos (DM).

La denominacién extraccidn del conocimiento en bases de datos (KDD) fue
acunada en el primer KDD workshop en 1989. Desde el punto de vista de
[Fayyad et al., 1996], KDD es el proceso de descubrir conocimiento 1til en los
datos, y la mineria de datos es la aplicacién de algoritmos especificos para
extraer patrones de los datos, entendiendo el término patrén en un sentido
amplio (relaciones, correlaciones, tendencias, agrupamientos, clasificaciones etc.).
Procesos como la preparacion, la seleccion y la limpieza de los datos forman parte
del proceso de KDD y no de la mineria de datos. En la Figura 1.1 se explican de

forma clara los pasos de un proceso de KDD [Fayyad et al., 1996].

En [Fayyad et al., 1996] también podemos encontrar una buena aproximacién

a la definicién de extraccion del conocimiento:

‘El proceso para usar una base de datos para cualquier consulta que se
requiera; incluyendo: preprocesamiento, muestreo y transformaciones,
aplicacion de técnicas de mineria de datos para obtener patrones
y la evaluacion de los resultados de dicha mineria para identificar

qué patrones se consideran conocimiento.’

Hemos visto que la mineria de datos involucra el desarrollo de modelos y
algoritmos para determinar patrones de los datos observados, de este modo una
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Figura 1.1: Resumen de los pasos que componen un proceso de KDD

de las definiciones mas intuitivas de mineria de datos puede ser la dada en
[Frawley et al., 1992],

‘la mineria de datos es el proceso no trivial de identificar conocimiento
en los datos que sea vdlido, novedoso, potencialmente wutil y compren-

sible’

Tampoco hay una definicién estdndar de patrén, aunque Frawley et al.

[Frawley et al., 1992], proponen la siguiente:

‘Dados una serie de hechos (datos) D, un lenguaje L, y una medida de
certeza C, un patrén P es un enunciado en L que describe las relaciones
(asociaciones) entre varios subconjuntos de D con una certeza dada
mediante C, tal que P es mds sencillo (en algin sentido) que la

enumeracion de todas las relaciones entre dichos subconjuntos’

Esta definicién es lo bastante general como para aplicarla a diferentes apro-
ximaciones que producen patrones. Otras propuestas a la definicién de patrén

pueden encontrarse en [Hand, 2002] y [Héppner, 2005].

A partir de la definicién de patrén podriamos considerar, siguiendo las palabras
de Frawley et al. [Frawley et al., 1992], que el conocimiento lo formardn aquellos

patrones que sean interesantes (de acuerdo a una medida de interés impuesta por el
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usuario) y que se cumplan con certeza suficiente (de acuerdo a un criterio impuesto
por el usuario); aunque mds adelante veremos que el interés y la certeza no son
los dos unicos criterios para obtener conocimiento. Lo que si deberia considerarse
es que la extraccién del conocimiento debe ser un proceso subjetivo, es decir, se
deben tomar en consideracién los criterios del usuario.

Este proceso debe hacerse también de forma automaética ya que el usuario no
puede manipular la enorme cantidad de datos que puede tener a su disposicién, y es
deseable que dicho conocimiento se exprese mediante una representacion apropiada

para el entendimiento del usuario.

Algunas representaciones incluyen el lenguaje natural, la légica formal y
representaciones graficas de la informacién. El lenguaje natural es a menudo
deseable desde el punto de vista humano, pero no lo es en la manipulacion de
algoritmos de extraccién. Las representaciones légicas son mas naturales para la
computacién y pueden ser traducidas al lenguaje natural. Algunas representaciones
légicas comunes incluyen formalismos para la extraccién de reglas (por ejemplo,
si X entonces Y), los patrones relacionales (X > Y'), los drboles de decisién y las
redes seméanticas o causales. Pero estas formas de manejar el conocimiento tienen

tanto ventajas como limitaciones.

Segin Fayyad et al. [Fayyad et al., 1996], en la préctica, los dos objetivos
principales de la mineria de datos son la prediccion y la descripcion, aunque
hay autores que dividen estos objetivos en dos disciplinas distintas; considerando
la prediccién como el niicleo principal del aprendizaje automdtico (machine
learning), y la descripcién una disciplina del dominio de la minerfa de datos
[Hilllermeier, 2008]. Aunque estos dos conceptos no son excluyentes, es necesario

distinguirlos y tenerlos en consideracién:

= La prediccion involucra el uso de varias variables en una base de datos para
intentar determinar los valores desconocidos de otras variables, o bien, para
adivinar valores futuros que puedan tener las propias variables en la base de

datos.

= La descripcién se centra en buscar patrones interpretables (por el humano)

que expliquen la naturaleza de la base de datos.

Hay diferentes métodos que nos pueden ayudar a conseguir estos dos objetivos.
Veremos de forma muy escueta algunos de ellos [Fayyad et al., 1996].
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= La clasificacion tiene como objetivo conseguir pronosticar el valor (o la clase)
que puede tomar un atributo concreto en funcién de los valores que toman
otros atributos. Para ello, se han utilizado distintos modelos para representar
diferentes tipos de clasificacién: conjunto de reglas, listas de decision, arboles

de decision, etc.

= La regresion es una clasificacion con consecuente numérico, es decir, pretende

pronosticar qué valor numérico tiene un determinado atributo.

= El agrupamiento tiene como objetivo conseguir hacer grupos de individuos

(tuplas) en funcién de sus similitudes.
= El resumen intenta encontrar una descripcién compacta de los datos.

= La busqueda y el modelado de las dependencias, consiste en encontrar un
modelo que describa las dependencias existentes en los datos.

= La deteccion de cambios se centra en descubrir los cambios a lo largo de un
periodo de tiempo en los datos, este objetivo se consigue mediante modelos
de series temporales.

A continuacién detallaremos la descripcién de los distintos tipos de reglas de
asociacién que se han desarrollado hasta el momento para extraer diversos tipos
de informacién. Nos centraremos en aquellas propuestas que vayamos a utilizar en
el capitulo 2 o que sirvan para mejorar el entendimiento del resto del documento.
También describiremos brevemente algunos de los algoritmos maéas importantes

para la extraccién de reglas de asociacion.

1.1.1. Reglas de Asociacion

Las reglas de asociacién son una importante herramienta de la mineria de
datos que ha recibido mucha atencién y estudio desde su primera apariciéon en los
trabajos de Agrawal en [Agrawal et al., 1993]. La idea de las reglas de asociacién
se origin6 en el contexto del andlisis de bolsas de compra donde se estudia la
compra conjunta de varios articulos en una tienda. Las correlaciones entre algunos
items® particulares, podrian ayudar a organizar algunas estrategias de marketing,
promocion de articulos, planificacién de los almacenes, etc. En la actualidad el uso

de las reglas de asociacion se extiende mas alld del marketing. Son numerosos y

ISerfa més correcto hablar de articulos en espafiol, pero en lo sucesivo usaremos el término
ftem.
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notables los distintos campos de aplicacién de dichas reglas. Citemos por ejemplo
en el ambito de la Medicina los logros conseguidos al establecer ttiles relaciones
entre sintomas y diagndsticos [Gamberger et al., 1999], [Ordonez et al., 2000], o en
Biologia donde el estudio de las relaciones entre genes que actian conjuntamente
en un proceso sigue siendo un campo activo de investigacién [Lépez et al., 2007],
[Rahal et al., 2008].

En términos generales podriamos decir que las reglas de asociacién son
expresiones de la forma X — Y, donde X e Y son conjuntos disjuntos de items,
por ejemplo, {sobres, papel} — {sellos} denota la aparicién conjunta de los items
sobres, papel y sellos en la mayoria de las compras de un estanco. Las reglas de
asociacién llevan asociadas unas medidas que indican el interés o la confianza que

podemos depositar en la asociaciéon, en el ejemplo anterior:

el 80% de los clientes de un estanco que compran sobres y papel,

también compran sellos

nos da una estimacién de la probabilidad de que se compren sellos cuando se han
comprado sobres y papel. Esta medida es conocida como la confianza de la regla.
Otra medida que nos aporta una importante informacion es el nimero de compras
que avalan la anterior regla, por ejemplo el 10 % total de las compras. Esto es lo

que se conoce como soporte.

Formalmente, dados I = {iy,...,%,} un conjunto finito de items, un
itemsets serd cualquier subconjunto no vacio de I. En este ambiente se
denominaré transaccion a cualquier subconjunto no vacio de items y una base
de datos D constarda de un nimero determinado de transacciones que notaremos
por |D| de ahora en adelante.

El concepto de reglas de asociacién puede enunciarse formalmente como sigue
[Agrawal et al., 1993]:

Definicién 1.1. Sean I = {iy, ..., 4, } un conjunto finito de items, D una base de
datos donde cada transaccién tenga un tnico identificador y contenga un conjunto

de items. Una regla de asociacion es una implicacién de la forma
X —Y

donde X,Y C I son conjuntos de items llamados itemsets cumpliendo que
XNY = ¢. Llamaremos a X antecedente y a'Y consecuente de la regla de asociacién

anterior.
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En general, X e Y serdn dos conjuntos disjuntos de items: {z1,...,2p}
vy {v1,...,y} respectivamente, donde z;,y; € I para todo i € {1,...,k} vy
jed{l,....1l}.

Observemos que los itemsets podrian representarse en légica proposicional de
forma que X = x1 A ... A xk lo que nos indica que para que X esté contenida en
una transaccién, deben estarlo todos los items que la forman. De manera analoga

se razonaria con el itemsets Y.

Para evaluar el cumplimiento o grado de verdad de una regla de asociacién es
habitual utilizar las llamadas medidas de interés. Las dos medidas mas utilizadas,
aunque no por ello las que tienen mejores propiedades, son el soporte y la confianza.

Ambas utilizan el concepto de soporte de un itemsets que definimos a continuacién.

Definicién 1.2. El soporte de un itemsets es el porcentaje de transacciones de D

que contienen al itemsets, y lo notaremos por sop(-),

_HfteD|Xxct}
D] '

sop(X)

El soporte de un itemsets es una estimacion de la probabilidad de que una

transaccion en D contenga al itemsets.

En algunas ocasiones, el soporte se utiliza como una medida absoluta que
indica el nimero de transacciones que satisfacen el itemsets. Al utilizar el soporte
absoluto hay que tener en cuenta que los cambios producidos en él pueden ser y
significar cosas totalmente distintas cuando se producen en un volumen menor o
mayor de datos (ver [Brijs et al., 2003]).

Definiciéon 1.3. El soporte de una regla de asociacién es el porcentaje de
transacciones de D que contienen a X y a Y a la vez,

{teD|XUY Ct}|

Sop(X) = | 5

Definiciéon 1.4. La confianza de una regla de asociacién es el porcentaje de
transacciones de D que contienen a X y a Y de entre todas aquellas que cumplen

el antecedente,
{te D| XUY Ct}

_
Conf(X) = TeD|XCi

El soporte de una regla de asociaciéon s coincide con el soporte del itemsets
X UY y la confianza c¢ es una estimacién de la probabilidad de Y condicionada a
X, es decir,
s=sop(X = Y)=sop(XUY)=P(XUY)



14 Capitulo 1. Preliminares

c=Conf(X —Y)=PYI[X) = P(pX(;)Y) - SOIS)C()?(;)Y) B sop?X)

Un ejemplo de regla de asociacién seria

El 80% de los clientes de un estanco que compran sobres, compran
también sellos. (s =10%)

En este ejemplo una transaccién podria ser una compra realizada en un estanco,
el conjunto de items I seria el conjunto de articulos que se pueden comprar en
dicho estanco, X = {sobre} y Y = {sello}. La confianza de la regla X — Y es del
80 %, aunque a menudo suele representarse también como un valor en el intervalo
[0, 1], en este caso serfa 0.8. El soporte de esta regla serfa el porcentaje de compras

realizadas (10 %) en las que se adquirié conjuntamente sobres y sellos.

El problema de la extraccién de reglas de asociacion BARP (Boolean
Association Rule Problem) consiste en encontrar todas aquellas reglas que
cumplen los umbrales minimos de soporte y confianza impuestos por el usuario
[Srikant and Agrawal, 1996]. A estas reglas se les llama reglas fuertes. Una regla
de asociacion fuerte es aquella cuyo soporte supera el umbral establecido minsop,
y cuya confianza supera otro umbral también fijado “a priori” al que llamaremos

minconf.

Algunos autores [Aggarwal and Yu, 1998] han criticado el uso del soporte y
la confianza para definir asociaciones interesantes porque, en general, no es facil
encontrar buenos umbrales para el soporte y la confianza. Estos valores deberian
depender del volumen y de la dispersién de los datos, asi como del problema
particular bajo estudio.

Ademas, estos umbrales interfieren también en el tiempo de ejecucién de
los algoritmos que se utilizan para extraer reglas de asociacién. Entre los més
conocidos se encuentra el algoritmo Apriori [Agrawal and Srikant, 1994] que es
uno de los algoritmos mas basicos para la obtencion de reglas de asociacion. Este
se basa en una interesante y util propiedad sobre los itemsets frecuentes: si un
itemsets X no es frecuente tampoco lo es ningin itemsets que lo contenga y, por
supuesto, el contrarreciproco también es cierto: si X es un itemsets frecuente,
también lo es cualquiera de sus subconjuntos.

Esta propiedad da pie a que el BARP pueda ser descompuesto en dos
subproblemas mds simples [Agrawal and Srikant, 1994]: primero se generan todos

los itemsets frecuentes y a continuacién se extraen aquellas reglas de asociacién
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Algoritmo 1.1 : Apriori Béasico

Entrada: I, D, minsop, mincon f

Salida: Conjunto de reglas de asociacién con soporte y confianza > minsop y
minconf.

Algoritmo:

1. Generar todos los itemsets frecuentes, i.e. con soporte > minsop.

2. Dado un itemsets frecuente X = {x1,...,zr} con k > 2, generar todas las
reglas de la forma X\{z;} — {z,}, siendo el soporte de dicha regla el soporte

de X; y la confianza, el cociente de este soporte y el soporte de X \{z;}.

que contienen itemsets frecuentes superando los umbrales de soporte y confianza
impuestos por el usuario como se muestra en el Algoritmo 1.1.

La obtencién de reglas de asociaciéon acarrea algunos problemas en muchos
casos. Para evitar algunos de ellos se han propuesto otros tipos de reglas
alternativas. En las siguientes secciones se estudiaran en detalle las propuestas

que se utilizardn en posteriores secciones del documento.

1.1.2. Reglas de Asociacién Difusas

Las técnicas de mineria de datos y en particular las reglas de asociacidén,
pretenden identificar conocimiento que sea valido, novedoso, ttil y comprensible.
Esto justifica la importancia de trabajar con representaciones del conocimiento
que sean semdnticamente significativas para el usuario. El usuario es la pieza
clave en la bisqueda de conocimiento. Este debe guiar al sistema y juzgar la
calidad de las relaciones obtenidas para determinar si el conocimiento obtenido
es interesante o no. Una de las técnicas més utilizadas para representar posibles
tipos de imprecisién y vaguedad en la informaciéon es la Teoria de Subconjuntos
Difusos propuesta por L.A. Zadeh [Zadeh, 1965] cuyos conceptos mds importantes
se detallan en el Apéndice A. Esta teoria permite utilizar de forma bastante
intuitiva distintos tipos de incertidumbre e imprecisién en los datos y extiende
las operaciones entre conjuntos usuales para su utilizacién con conjuntos difusos,
permitiendo en nuestro caso extender el concepto de regla de asociacién al caso
difuso. Cuando pueda haber confusién o queramos distinguir ambos tipos de reglas
de asociacion utilizaremos los términos crisp y difuso. La teoria de Subconjuntos
Difusos es muy 1util en muchos aspectos para la extracciéon de reglas de asociacién
difusas, pero adolece de una buena extensién de la negaciéon de conjuntos que
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cumpla algunas propiedades légicas entre conjuntos. Por este motivo se han
propuesto otros modelos para representar imprecision en los datos como por
ejemplo la Representaciéon mediante niveles de restriccién [Sdnchez et al., 2008b]

que soluciona estos aspectos y que también utilizaremos en la seccién 1.3.

Los primeros trabajos que empezaron a hablar de reglas de asociacién difusas
se centraban en el uso de etiquetas difusas para conseguir reglas de asociacién
cuantitativas [Hong and Lee, 2008], [Delgado et al., 2003b]. En las reglas de
asociacién cuantitativas se divide el dominio del atributo en intervalos para después
extraer reglas de asociacién cuyos items son pares del tipo (atributo, intervalo) en

lugar de (atributo,valor). Por ejemplo si tenemos el conjunto de reglas

(altura ,1.71 m) — (peso ,81 kg)
(altura , 1.75 m) — (peso , 90 kg)
(altura ,1.80 m) — (peso , 85 kg)

podriamos englobarlas en una sola regla del tipo
(altura, (1.70, 1, 80]) — (peso, (80, 90]) .

Pero al dividir el dominio en un numero fijo de intervalos surge el llamado
problema de la frontera en el que podemos rechazar algunos intervalos interesantes
al excluir elementos potenciales cerca de su frontera (ver [Kuok et al., 1998]). Para
solucionar este problema algunos autores han propuesto dividir el dominio del
atributo en intervalos solapados. Pero con la Teoria de subconjuntos difusos,
podemos evitar el problema de definir cuales serdn los bordes del intervalo
utilizando en su lugar conjuntos difusos. De esta forma un elemento pertenecerd a
un conjunto difuso con un grado de pertenencia en [0, 1] y ademés podremos dotar
a dichos conjuntos de una semantica significativa para el entendimiento del usuario
utilizando para ello términos lingiiisticos. En el ejemplo anterior tendriamos una

regla de asociacién difusa del tipo

(altura, alto) — (peso, bastante pesado) .

En esta linea se encuentran los primeros trabajos [Lee and Kwang, 1997],
[Au and Chan, 1997], [Kuok et al., 1998] y [Gyenesei, 2001] que datan de finales
de los anos 90. Otros trabajan con un enfoque distinto en el que las reglas
de asociacién difusas fueron introducidas para manejar reglas cuyos items
tienen asociado un grado difuso que recoge su importancia relativa en la regla
[Yue et al., 2000], [Cai et al., 1998]. Este enfoque difiere de los anteriores en que

no utiliza etiquetas lingiiisticas.
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A continuacién desarrollaremos las dos propuestas més representativas para
reglas de asociaciéon difusas. La primera, es la elaborada por Kuok, Gyenesey
y otros autores [Gyenesei, 2001], [Kuok et al., 1998] basada en la extraccién de
reglas de asociacién difusas en bases de datos relacionales crisp. La segunda es
la realizada por Delgado et al. en [Delgado et al., 2003a] en la que aparecen los
conceptos de transacciéon y regla difusa ademés de un nuevo enfoque para evaluar

reglas de asociacién difusas usando sentencias cuantificadas (ver Apéndice A).

Enfoque de Kuok & Gyenesei

Consideremos D = {t1,...,t,} una base de datos transaccional con atributos
I y los conjuntos difusos asociados a dichos atributos. Para Gyenesei et al.

[Gyenesei, 2001] una regla de asociacidn difusa es una expresién de la forma:

si X ={x,...,xp} es A= {ai1,...,a,} entonces
Y={y1,....,ys es B={b1,...,bq},
donde

a; € {conjuntos difusos asociados a x;}

b; € {conjuntos difusos asociados a y; },

X,Y son conjuntos de items de I disjuntos, es decir, no tienen atributos comunes,
y A, B contienen los conjuntos difusos asociados a los correspondientes atributos
de X e Y respectivamente.

A la primera parte de la regla ‘X es A’ se le llama antecedente y la segunda,
‘Y es B’ es el consecuente de la regla. El significado de la regla es que cuando
se satisface que X es A entonces Y es B también se cumple. Aqui satisfacer
significa que hay un nimero suficiente de transacciones que contribuyen a superar
un umbral minimo especificado por el usuario. De ahora en adelante notaremos
dicha regla por (X, A) — (Y, B).

Para calcular el soporte difuso de un itemsets del tipo (X, A) proponen utilizar

la férmula siguiente:

ST wh, @)

ti€Da;EX
D

FSop((X, A)) = (1.1)
donde |D] es el niimero de transacciones de la base de datos y uflj (x;) es el grado
de pertenencia del atributo z; € X en la transaccién i-ésima al conjunto difuso
a; € A.
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(edad, media) ‘ (sueldo, bajo)

0.7 0.5
0.2 0.3
0.5 0.2
0.3 0.4
0.6 0.2
0.8 0.4

Tabla 1.1: Parte de una Base de Datos que contiene grados de pertenencia de los

items (edad, media) y (sueldo, bajo).

Observemos que en la férmula (1.1) se podria haber utilizado en lugar del
producto cualquier otra t-norma. De forma andloga al caso crisp, para calcular el
soporte y la confianza de la regla de asociacién difusa (X, A) — (Y, B), usaremos

las férmulas:
FSop((X, 4) — (¥, B)) = FSop({Z, C))
o 1.2
FConf((X, A) — (Y, B)) = m (12)

donde Z=XUY yC=AUB.

Para entender mejor el cdlculo del soporte y la confianza presentaremos un
ejemplo. Supongamos que una base de datos D tiene a edad y sueldo entre sus
atributos con conjuntos difusos asociados {nino, joven, mayor, anciano} y {alto,
medio, bajo} respectivamente. Una regla de asociacién que podria encontrarse
en D seria (edad, media) — (sueldo,bajo) con soporte y confianza calculados a
continuaciéon tomando los valores dados en la Tabla 1.1.

FSop({edad, media) — (salario,bajo)) = FSop({{edad, salario}, {media,bajo}))
~035+0.06+0.1+0.12+0.12 + 0.32
B 6

=0.178

0.35+0.06 + 0.1 +0.12 4+ 0.12 4+ 0.32
0.74+02+05+03+0.6+0.8
=0.345

Ademds del soporte y la confianza, otras medidas del cumplimiento para

FConf({edad, media) — (salario,bajo)) =

reglas de asociaciéon han sido tenidas en cuenta para su extension al caso difuso
[Gyenesei, 2001], [Kuok et al., 1998].
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Enfoque de Delgado et al.

En los trabajos [Delgado et al., 2003a] y [Delgado et al., 2003b] se generaliza
el concepto de transaccién y regla de asociacion para el caso en el que estas sean
difusas y también se introduce una forma de medir el soporte y la validez de las
reglas difusas que generaliza de forma natural el caso crisp y engloba al enfoque

anterior. Veremos los conceptos mas importantes a continuacion.

Definicién 1.5. [Delgado et al., 2003a] Sea I = {41,...,%mn} un conjunto finito

de items. Una transaccién difusa es un subconjunto difuso no vacio 7 C I.

Para cada item ¢ € I y cada transacciéon 7 tendremos que ¢ pertenece a 7 con
grado? 7(i), donde 7(i) es un ntiimero real en el intervalo [0, 1].

Sea A un itemsets de I, es decir, un subconjunto de items, en una transaccién
difusa 7, se define el grado de pertenencia de A C I a la transaccion difusa 7 como

#(A) = min 7(0). (13)

Usando la definicién 1.5 una transaccién serd un caso especial de transaccién

difusa donde todos los items tienen valor 0 6 1 segin se encuentren o no en la

transaccion.

Ejemplo 1.1. Consideremos el conjunto de items I = {iy,142,i3,74} y la base de
datos transaccional difusa dada por la Tabla 1.2.

i1 i i3 ig
T1 0O 06 07 0.9
To 0 1 0 1
T3 1 0.5 0.75 1
11 0 o011
#2105 1 0 1
T6 1 0 0.75 1

Tabla 1.2: Base de datos transaccional difusa.

En particular, podemos observar que 7o es una transaccién crisp. Algunos
grados de inclusién son: 71({is,i4}) = 0.7, 71({i2,i3,ia}) = 0.6 y Ta({i1,i4}) =

1. ¢

20bservemos que 7(i) no es mas que pz (i) donde pz : I — [0, 1] es la funcién de pertenencia
del conjunto difuso 7 sobre el conjunto de items I.
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Definicién 1.6. [Delgado et al., 2003a] Sea I un conjunto de items, D un conjunto
de transacciones difusas y A, B € I dos itemsets disjuntos, es decir, AN B = ¢.
Una regla de asociacién difusa A — B se cumple en D si y sélo si,

7(A) < 7(B) (1.4)

para todo 7 € D, esto es, el grado de inclusién de B es mayor que el grado de

inclusion de A para todas las transacciones difusas 7 en D.

Esta definicién preserva el significado de las reglas de asociacion crisp ya que
si necesitamos que A C 7 en algin sentido, necesitaremos que también B C T se
cumpla, lo que en nuestro caso se traduce en la desigualdad 7(A) < 7(B). De esta
forma, como una transaccién crisp es un caso especial de transaccién difusa, una

regla de asociacién serd un caso especial de regla de asociacion difusa.

Usando este modelo en [Delgado et al., 2003a] y [Delgado et al., 2003b] se
presenta una generalizacién de las medidas de soporte y confianza usando una
aproximacién semantica basada en la evaluacién de sentencias cuantificadas.

La evaluacién de una sentencia cuantificada es un valor en el intervalo [0, 1]
que nos dice el grado de cumplimiento de una expresién del tipo “Q de los F
son G”, donde F' y G son dos subconjuntos de un conjunto finito X, y @ es
un cuantificador relativo difuso. Ejemplos de cuantificadores relativos son “la
mayorfa”, “muchos”, o “casi todos” y vienen definidos por conjuntos difusos (ver
Figura 1.2). Para calcular el grado de cumplimiento de una sentencia cuantificada
existen varios métodos que podemos encontrar con mads detalle en el Apéndice
A. En particular, en [Delgado et al., 2003a] se utiliza el método GD propuesto en
[Delgado et al., 2000] y es el que detallamos en las ecuaciones (1.7) y (1.9).

| | |
| | |
| | |
| | |
| | |
| | |
| | I
| | I
| | |
| | |
| | |
| | |
| | |
| | |
| | |
| | |
| | |
1 1 1
1 1 1

0 0 0.4 0.9 0

Figura 1.2: Ejemplos de cuantificadores relativos difusos. De izq a dcha: “la

mayoria”, “muchos” y “casi todos”.
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Definicién 1.7. [Delgado et al., 2003a] Sea A C I. El soporte de A en D es la
evaluacion de la sentencia cuantificada

Q de los D son T'4 (1.5)

donde T'4 es un conjunto difuso en D definido como T 4(7) = 7(A).

Definicién 1.8. [Delgado et al., 2003a] El soporte de la regla de asociacién difusa
A — B en el conjunto de transacciones difusas D es Sop(A U B), es decir, la

evaluacién de la sentencia cuantificada
Q de los D son Taug. (1.6)

Usando el método GD y el cuantificador () = la mayoria, el soporte de una
regla difusa A — B es:

Sop(4 — B) = GDq,, (Faus/D)

(fAUB N D)qu‘, (17)
- Z (@i —aiy1)Qum el
aiEA(FAUB/D)
donde Qu(z) = =z es el cuantificador relativo ‘la mayoria’, A(fAUB/D) =

A(Taup) UA(D), y A(Taup/D) = {ai,...,ap} con a; > ;41 para cualquier
ie{l,...,p}.

Definicién 1.9. [Delgado et al., 2003a] La confianza de la regla de asociacién
difusa A — B en el conjunto de transacciones difusas D es la evaluacién de la
sentencia cuantificada

Q de los T'4 son I'p. (1.8)

De manera similar al soporte y usando de nuevo el cuantificador relativo

Qr(z) = x, definimos la confianza de la regla difusa A — B como
COHf(A — B) = GDQ]\/I (fB/fA) =

(f‘A N fB)Oéi (19)
= Z (ai - ai+1)QM .

a;€ A(Tp/Ta) (FA)DLI’

donde A(Tp/Ta) = A(Ta NTg)UA(T4), y A(Tg/Ta) = {a1,...,a,} con
a; > a4 para cualquier ¢ € {1,...,p}. El conjunto I'4 debe estar normalizado, si
no, se normalizaria y el mismo factor de normalizacién se aplicaria a la interseccién
fB N fA.
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Conviene senalar que estas definiciones establecen familias de medidas de
soporte y confianza, dependiendo del método de evaluacién y del cuantificador @
elegido. En los trabajos [Delgado et al., 2003a] y [Delgado et al., 2003b] se justifica

el uso del método G D para evaluar las sentencias y el cuantificador @ = Qs donde

Qu(z) = x.

Otros enfoques

Los anteriores enfoques son las dos alternativas méas representativas para
evaluar y extraer reglas de asociacién difusas, aunque en la literatura se pueden
encontrar otros modelos y diversos algoritmos para obtener este tipo de reglas.
En [Delgado et al., 2003b] y [Hong and Lee, 2008] podemos encontrar resumidas
las técnicas mas relevantes en este area. También merecen mencién algunos
trabajos [Sudkamp, 2005], [Cock et al., 2005], [Dubois et al., 2006] que tratan la
generalizacién de las medidas de interés para reglas difusas tema que trataremos

con mayor profundidad en el préximo capitulo.

Aunque la utilizacién de reglas difusas estd debidamente motivada, también
queremos destacar su uso para desarrollar diversas aplicaciones en distintos campos
de la ciencia [Lépez et al., 2007], [Sdnchez et al., 2008e] y en otras dreas como
por ejemplo en Aprendizaje Automético [Hiillermeier, 2008]. En problemas de
clasificacién se han utilizado con muy buenos resultados y también han servido
como herramienta para extraer otros tipos de patrones: patrones secuenciales
[Fiot et al., 2008a], dependencias difusas [Molina et al., 2008b], etc.

1.1.3. Descubrimiento de Dependencias usando Reglas de
Asociacion

Las reglas de asociacién se han usado en diversos tipos de estructuras para
obtener distintos tipos de informacién definiendo para ello tipos especiales de
items y/o transacciones. Un caso especial son las dependencias funcionales o las
dependencias graduales.

Sea RE un conjunto de atributos y r una instancia de RE. Una dependencia
funcional X — Y, XY C ER, se cumple en r si el valor de ¢t[X] determina el
de t[Y] para cada tupla ¢t € r. La dependencia se cumplird en RFE si se satisface
en cada instancia de RE. Formalmente, una dependencia funcional se satisface en

una relacién r si, y sélo si,

Vit,ser s t[X]=s[X] implica que t[Y]= s[Y]. (1.10)
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Encontrar dependencias funcionales es muy interesante, pero cuando utilizamos
reglas de asociacién no es facil encontrar este tipo de dependencias debido a
que es muy dificil que todas las instancias satisfagan la condiciéon anterior.
Para suavizar esta definicién se han propuesto principalmente dos grupos
diferentes de dependencias: las dependencias funcionales difusas y las dependencias
aprozimadas. La primera, introduce algunas componentes difusas (e.g. la igualdad
se puede reemplazar por una relacién de similitud); mientras, la segunda introduce
las dependencias funcionales con un grado de incertidumbre. Las dependencias
aproximadas también se pueden ver como dependencias funcionales en las que se ha
relajado el cuantificador universal V. En [Molina et al., 2008b] podemos encontrar
un resumen de los diferentes tipos de dependencias asi como nuevas propuestas de
dependencias difusas.

Un tipo completamente diferente de dependencias son las dependencias
graduales presentadas en [Hiillermeier, 2002]. Las llamadas dependencias graduales
se definen para medir una variacién en la relacién existente entre dos tipos de
objetos. Estas dependencias difieren de las anteriores en que permiten expresar una
“tendencia” en los datos en lugar de ver solamente cudndo se satisface la igualdad
(o la relacién de similitud, en el caso difuso). Un ejemplo de dependencia gradual
es la regla cuanto mayor el salario, mejor el puesto de trabajo, significando que
cuando el salario de una persona crece, esta posee un mayor rango en su trabajo.
Este tipo de regla puede encontrarse por ejemplo en una base de datos de una

compania formada por sus empleados, sus puestos en la compania y sus salarios.

Los cambios en el grado de pertenencia considerados en las dependencias
graduales pueden ser de dos tipos: mayor o menor. Luego podremos considerar
cuatro tipos diferentes de dependencias graduales: cuanto mayor X es A, mayor
Y es B (expresado como (>, X, A) — (>,Y, B)), cuanto mayor X es A, menorY
es B expresado como (>, X, A) — (<,Y, B)), etc.

El primer trabajo en el que se habla del uso de reglas de asociacién para medir
dependencias graduales [Hillermeier, 2002] basa la evaluacién de las reglas en el
andlisis de la regresion lineal entre las variables. El punto de partida es un diagrama
de contingencia. Un diagrama de contingencia es una forma de expresar los itemsets
difusos del tipo (X, A), (Y, B) como puntos en un plano, es decir, si X,Y son dos
atributos y A, B son conjuntos difusos definidos en X y en Y respectivamente,
entonces (A(x), B(y)) es un punto de dicho diagrama de contingencia con x € X e
y € Y. Una dependencia gradual vendra dada por una regla de tendencia del tipo
A —t B, significando que “un incremento en A(zx) viene dado con un incremento
en B(y)”. La evaluacién de la regla se basa en los coeficientes de regresién [« []
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de la recta que aproxima a los puntos (A(z), B(y)) del diagrama de contingencia.
« serd la pendiente de dicha recta y la calidad de la recta de regresion vendrd dada
por el coeficiente de correlacién usual R?.

Segin el tipo de tendencia que queramos reconocer en los datos asi como
dependiendo de la naturaleza de los mismos, podemos usar dependencias graduales
crisp o difusas. En los siguientes apartados veremos cémo se extraen las
dependencias graduales crisp [Berzal et al., 2007] y el mecanismo para pasar al
caso difuso mediante la definicién del grado de variacidon de un itemsets difuso
[Molina et al., 2007], [Molina et al., 2008a].

Dependencias Graduales Crisp

Ademads de la propuesta hecha en [Hiillermeier, 2002], queremos destacar la
alternativa propuesta en [Berzal et al., 2007] para la extraccién de dependencias
graduales usando reglas de asociacién. En el siguiente capitulo utilizaremos esta
alternativa para obtener tendencias muy interesantes en un tipo especial de base

de datos llamadas bolsas o multisets.

Una dependencia gradual [Berzal et al., 2007], como la utilizaremos de ahora en
adelante, es una regla de la forma (>1,X,A4) — (>2,Y, B), con >1,>9 € {<, >},
La dependencia se cumplird en una base de datos D si y sélo si para cualesquiera
(x,y), (2',y") € D, el cumplimiento de A(z) >1 A(z’) implica que B(y) > B(y').
Para extraer este tipo de dependencias usando reglas de asociacién, tendremos que

hacerlo en un conjunto apropiado de transacciones de D.

En este contexto en [Berzal et al., 2007] se define el conjunto de items GIP
con items de la forma [>, X, 4], [<, X, A], [>,Y, B], [<,Y, B] que expresaran las dos
posibles tendencias de los atributos X, Y con respecto a las restricciones marcadas
por los conjuntos difusos A y B respectivamente. También se define el conjunto
de transacciones, que notaremos por GT, como aquel que contiene los items de
GIP obtenidos de D como sigue: para cada par o = (z,y), o’ = (2/,y') € D existe
una transaccion gt,, € GTP tal que [>, X, A] pertenecerd a gt,o si, y sélo si,
A(x) > A(z') con > € {<,>} (de forma similar para [>, Y, B]). Entonces, diremos
que la dependencia gradual (>1, X, A) — (>>2,Y, B) se cumple en D si, y sélo si la
regla de asociacion (crisp) [>1, X, A] — [>2,Y, B] se cumple en GTP. Las medidas
de soporte y confianza definidas para la extraccién de reglas de asociacién podran

ser utilizadas para validar la anterior dependencia gradual.

La ventaja de este método es que los algoritmos desarrollados para la

obtencién de reglas de asociaciéon pueden ser facilmente modificados para extraer
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dependencias graduales. Sin embargo, la seméntica de esta propuesta y la vista
anteriormente en [Hiillermeier, 2002] es que en esta se considera la magnitud de
la variacién de ambas variables (ver [Molina et al., 2008a]). Para incorporar la
magnitud de la variacion del grado de cumplimiento de la dependencia gradual, en
[Molina et al., 2007] se presenta una nueva propuesta basdndose en el concepto
de regla de asociacién difusa. Haremos un breve resumen de la propuesta a

continuacién.

Dependencias Graduales Difusas

En la anterior propuesta sélo se tiene en cuenta si el grado de pertenencia es
mayor o menor. Asi, el grado de pertenencia del item [>>, X, A] en una transaccién
gtoor € GTP puede definirse por la ecuacién (1.11)

1 i A(x) > A(x’
gtoo’([>7X7 A]) = . (x) (x ) (111)
0 en otro caso.

Con esta definicién, para A(z) = 0y A(z’) = 0.1 obtenemos el mismo resultado
que para A(z) = 0 y A(x') = 1. Esto nos puede llevar a obtener el mismo
valor de cumplimiento para dependencias que son intuitivamente diferentes (ver
[Molina et al., 2007] para una exposicién méas detallada del problema). Para evitar
este problema, en [Molina et al., 2008a] se propone reemplazar la ecuacién (1.11)
por una expresion que de un grado en el intervalo [0, 1]. Este grado se llamard grado
de variacion. Existen varias posibilidades para obtener dicho grado, pero usaremos

el propuesto en [Molina et al., 2008a]:

Gtoo ([>, X, A]) = LA(x)_A(xlﬂ : A(tx)DA(x/) (1.12)

Con esta definicién la funcién gt,, que mide el grado de variacién (1.12) verifica

las siguientes propiedades:
(1) gtoo’([ba X, A]) € [O, 1]

(ii) Si |A(x) — A(x")] > |A(x) — A(x")] entonces  gtoo ([>, X, 4]) >
9toor ([I>a X, A])

(111) gtoo’([<’X7 A]) = gto’o([>7X7 A])

Teniendo en cuenta el grado de variacién, usaremos la definicién de dependen-
cias graduales dado en [Molina et al., 2008a).
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Sea GIP = {[>, X, A],[<, X, A],[>,Y, B], [<,Y, B]} un conjunto de items y
GTP un conjunto de transacciones difusas que contienen los items de GIP. GTP
se obtiene de D como sigue: para cualesquiera o = (z,y), o' = (¢/,y") € D existe
una transaccién difusa gto,o € GTP tal que gtoo es la funcién dada en la ecuacién
(1.12), con > € {<,>}. Diremos que una regla difusa [>1, X, A] — [>2,Y, B] en
GTP define una dependencia gradual difusa (>1,X,A) — (>2,Y,B) en D, i.e.,
las reglas difusas obtenidas en GT definen un tipo particular de dependencia
gradual difusa en D. En resumen, podremos emplear las medidas de soporte y
confianza vistas en la seccién 1.1.2 (u otras medidas de interés) para reglas difusas
para medir la validez o el interés de un tipo particular de dependencia gradual

difusa.

1.1.4. Ultimas Tendencias

Las secciones anteriores muestran el potencial que poseen las reglas de
asociacién y cémo esta herramienta ha ido evolucionando para dar lugar a
asociaciones mas complejas que permiten extraer informacién muy interesante para
el usuario. Queremos destacar que lo presentado anteriormente es sélo una pequena
muestra de la amplia capacidad de esta herramienta para amoldarse a la extracciéon
de distintos tipos de conocimiento. En este sentido, es obligado mencionar algunas
de las dreas que estdn siendo desarrolladas en la actualidad. Para tener més detalle
se pueden consultar [Hipp et al., 2000], [Dunham et al., 2000], [Goethals, 2003],
[Delgado et al., 2003b], [Geng and Hamilton, 2006], [Hong and Lee, 2008] y sus

referencias.

En la actualidad, se siguen desarrollando algoritmos que sean eficientes
para extraer reglas de asociacion en bases de datos de una gran extension
[Farzanyar et al., 2006]. También se estédn estudiando cémo conseguir un conjun-
to de reglas que sea a la vez minimo, representativo y que contenga la mayor
informacién posible [Zaki, 2004], [Zaki and Hsiao, 2005]. Otras de las lineas de
reciente interés son los nuevos tipos de conocimiento que pueden ser extraidos
usando como herramienta las reglas de asociacién o modificindolas adecuada-
mente. Prueba de ello son las reglas de asociacion difusas y las dependencias
que hemos presentado anteriormente. Ademés se pueden encontrar otros mu-
chos ejemplos: reglas secuenciales y temporales [Roddick and Spiliopoulou, 2002],
[Chen and Huang, 2006], [Fiot et al., 2008b], reglas maximales, reglas con multi-
ples soportes [Kiran and Reddy, 2009], reglas multimedia, reglas de excepcién
[Duval et al., 2007], etcétera.
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Otras investigaciones en esta drea se han enfocado en el estudio de las medidas
de interés para la extraccién de las reglas de asociacién. Pueden destacarse dos
importantes tipos de medidas: las objetivas, en las que la participacién del usuario
se ve delegado a la imposicién de los umbrales que deben satisfacer dichas medidas;
y las subjetivas, donde el usuario es parte activa del proceso. Esta linea de
investigacion estd siendo desarrollada mediante otras herramientas que permitan al
usuario expresar su conocimiento, y a partir de este extraer las reglas de asociacién
que le resulten utiles, novedosas y lo mds interesantes posible [Liu et al., 2000],
[Sahar, 2002], [Sinoara and Rezende, 2006], objetivo que pretende conseguir la
mineria de datos.

A continuacién presentaremos el modelo formal que utilizaremos para
representar y evaluar las reglas de asociacién, analizando sus conceptos y
propiedades més importantes. También repasaremos algunas de las propuestas
mas interesantes usadas para modelizar, representar o analizar propiedades de

interés tanto en reglas de asociacién como en conjuntos de ellas.
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1.2. Modelo Formal para el Estudio de Reglas de
Asociaciéon

Desde la apariciéon de las reglas de asociacién, han sido numerosas las
aportaciones que han ayudado al desarrollo de distintas facetas en las que
interviene esta 1til herramienta. Asi podemos encontrar distintos tipos de
algoritmos para su extraccién, nuevas propuestas de medidas de interés, nuevas
aplicaciones, nuevos tipos de reglas que utilizan como base las reglas de asociacién,
etc. pero ha habido pocos esfuerzos en desarrollar un modelo formal que recoja
tanto el significado de las reglas de asociacién como el tipo de medida para estimar

su validez, utilidad o alguna otra caracteristica de interés.

El principal problema para obtener un modelo formal que reina todas las
caracteristicas deseables para un buen estudio de las reglas de asociacion es fijar la
propiedad que se quiere analizar, estudiar o desarrollar. Asi, podemos encontrarnos
con diversas formulaciones que se centran en aspectos concretos de las reglas de
asociacién pero que no llegan a ofrecer una vision global o unificada sobre dos de

sus aspectos mas importantes: su representacion y su evaluacion.

Los modelos que presentaremos a continuacién estan entre los pocos avances
que se han hecho para modelizar la extraccién o el comportamiento de las reglas
de asociacién. Las propiedades inherentes de cada uno han facilitado, segin el
caso, la extraccién de un conjunto minimo de reglas con la mayor informacién
posible y la extensién de medidas de interés para validar las reglas de asociacion
difusas. En el resto de la seccién, presentaremos el modelo formal que usaremos y

desarrollaremos en la tesis, elegido para este propodsito por varias razones:

1. El modelo posee buenas propiedades para modelizar las reglas de asociacién

asi como las medidas de interés usadas para su extraccién.

2. El modelo se adapta facilmente a la extraccién de distintos tipos de reglas,
dando como resultado nuevas medidas de interés que se ajustan a cada tipo

de regla.

3. Para ofrecer un marco unificado para manejar las reglas de asociacién junto
a las medidas de interés utilizadas en su extracciéon. Esto nos sera 1til para
implementar un algoritmo que sirva para extraer cualquier tipo de regla sin
mas que cambiar el tipo de medida de interés establecida en términos del

modelo.
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1.2.1. Algunos modelos en la literatura

A continuacién presentaremos algunas de las formulaciones propuestas para la
extraccion tanto de reglas de asociacién, como de conjuntos de reglas que tienen
una caracteristica comin; presentando sus caracteristicas mas notables y el motivo

por las que fueron desarrolladas.

Representacion mediante el Reticulo de Itemsets Frecuentes

y Cerrados

El modelo se basa en la teorfa de reticulos de Galois [Davey and Priestley, 1994]
y permite representar mediante un reticulo los itemsets frecuentes y cerrados (ver
definicién 1.14). Este reticulo contiene la informacién suficiente para obtener un
conjunto de reglas minimal en el sentido de que el resto de reglas de asociacién
pueden obtenerse a partir de ellas. Basandose en este tipo de estructura se han
desarrollado diversos algoritmos que se encargan de generar el reticulo de los
itemsets cerrados para la obtencion del conjunto minimo de reglas de asociacién
que contengan la mayor informacion posible. Entre estos algoritmos podemos
destacar los siguientes: A-Close [Pasquier et al., 1998], CLOSET [Pei et al., 2000],
FCIL (Frequent Closed Itemsets Lattice algorithm) [Jia et al., 2003], CloseMiner
[Singh et al., 2005] y CHARM-L [Zaki and Hsiao, 2005].

Las siguientes definiciones pueden encontrarse en [Davey and Priestley, 1994]
referidas a los conceptos sobre la Teoria de Reticulos de Galois. Podemos

encontrarlas tal y como se presentan aqui en [Pasquier et al., 1998].

Definicién 1.10. Un contexto de Mineria de Datos es una terna D = (I, 7, R),
donde T representa el conjunto de transacciones (filas), 7 son los itemsets

(columnas), y R CT' x 7 es una relacién binaria entre transacciones e itemsets.

Definicién 1.11. (Conexién de Galois) Sea D = (I', 7, R) un contexto de minerfa
de datos. Para T C T' e I € T se definen las dos aplicaciones f : 28 — 27,
g:27 — 2" donde

f@)={ieT VteTtRi}

g(I)={teT:Viel tRi}

El par (f,g) forma una conezién de Galois entre los conjuntos 2" y 27 que son

las partes® de los conjuntos I' y 7 respectivamente.

3Las partes de un conjunto X notado en este caso por 2% (P(X) en otros casos) es el conjunto
de todos los posibles subconjuntos de X.
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En general una conexién de Galois (f,g) cumple las siguientes propiedades:
= Si I} C I entonces g(I3) C g(Iy).

= Si Ty C Ty entonces f(Ta) C f(T1).

= SiT C g(I) entonces I C f(T).

Definicién 1.12. (Operador de clausura de Galois) Dada una conexién de
Galois (f,g), se definen los operadores de clausura h = fog : 27 — 27 y
h =gof:20 — 2. Dados I,I;,I, C T y T,T1,T> C T los operadores h y h'

cumplen las propiedades enumeradas a continuacion:
1. Extensién: I C h(I), T C h'(T).
2. Idempotencia: h(h(I)) = h(I), ' (W' (T)) = K'(T).

3. Monotonfa: Si Iy C I, entonces h(I;) C h(lz). Si Ty C T», entonces
R (Ty) C I (Ty).

Una vez definidos los operadores de clausura, la clausura de un itemsets I no

es mas que h([).

Definicién 1.13. (Itemsets Cerrados) Un itemsets serd cerrado si coincide con su

clausura, en términos de los operadores definidos anteriormente,
I es cerrado < h(I) =1.

Definicién 1.14. (Itemsets Frecuentes y Cerrados) Un itemsets se dird que es
frecuente y cerrado si es cerrado y ademads su soporte es mayor o igual que el

umbral predefinido minsop.
Proposicién 1.1. [Pasquier et al., 1998]
1. Todos los subconjuntos de un itemsets frecuente son también frecuentes.

2. Todos los conjuntos de items que contienen a un itemsets infrecuente son

también infrecuentes.
3. El soporte de un itemsets I es igual al soporte de su clausura:

sop(I) =sop(h(I)) VICT.

Definicién 1.15. (Reticulo de itemsets frecuentes y cerrados) Sea C el conjunto
de itemsets frecuentes y cerrados derivados de un contexto D usando el operador
clausura h. Al par (C, <) se le llama reticulo de itemsets frecuentes y cerrados.

(C, <) tiene las siguientes propiedades:
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1. La clausura de (C, <) es més simple que la estructura de itemsets frecuentes.
2. Todos los sub-itemsets que estén en la estructura también son frecuentes.
3. Desde este reticulo se pueden obtener reglas de asociacion.

Ademsds la estructura dada por el reticulo dota de un orden parcial a los

elementos, de forma que dados Cy,Cs € (C, <),
C1 <0y & Cp COs.

Ejemplo 1.2. Consideremos el contexto de mineria de datos D:

1D Items

ACD
BCE
ABCE
BE
ABCE

T = W N =

Su reticulo de itemsets frecuentes y cerrados lo podemos ver en la Figura 1.3.
Observemos que los arcos unen (de abajo hacia arriba) a los itemsets mediante la
operacion de unién y a las transacciones mediante la de interseccién. El elemento
mas bajo siempre es el vacio, y el elemento més alto es el conjunto de todos los

items, aunque en este caso tiene soporte igual a cero.

¢ (12345)

Figura 1.3: Reticulo de itemsets frecuentes y cerrados.
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El reticulo de itemsets frecuentes y cerrados es una estructura que recoge todos
los datos necesarios para la extraccion de reglas de asociaciéon. Veamos cudles son
los principales pasos para obtener reglas de asociacién desde el reticulo de itemsets
cerrados.

1. Encontrar todos los itemsets frecuentes y cerrados en la base de datos D.

2. Determinar las reglas de asociacion r de la forma: Iy — Iy — I; tales que

I, C I donde I, I5 son itemsets frecuentes y cerrados.

Si I; e I tienen la misma clausura diremos que la regla es exacta y la
confianza serd igual a 1. Si I; e I tienen diferente clausura se dird que la

regla es aproximada.

En [Jia et al., 2003] se propone una primera aproximacién de este modelo de
representacién para la extraccién de reglas de asociacién difusas. Al nuevo reticulo
lo llaman reticulo de itemsets difusos frecuentes y cerrados, y lo que hacen es
suavizar la forma de comprobar si un itemsets esté en la clausura de otro itemsets,
de forma que dos itemsets difusos estan en la misma clausura difusa si el soporte
de ambos estd proximo (la diferencia de ambos soportes es menor que un umbral
predefinido). Pero en principio difiere de la idea inicial de itemsets cerrado, puesto
que la definicién inicial compara si las transacciones en las que ambos itemsets
ocurren son las mismas, mientras que en la version difusa comparan el nimero de

transacciones, es decir, el soporte.

Representacién y Formulacién mediante Tablas de Contingencia

La representaciéon del conocimiento mediante una tabla de contingencia se
utiliza en muchos &dmbitos para representar la aparicion conjunta de suce-
sos, valores de variables, etc. En nuestro campo también ha sido empleado
con éxito ya que también aqui se trata de representar y evaluar las cua-
tro posibles combinaciones de dos itemsets y las correspondientes frecuen-
cias [Gaines, 1991], [Tsumoto and Tanaka, 1995], [Zembowicz and Zytkow, 1996],
[Ho and Scott, 1996], [Silverstein et al., 1998], [Yao and Zhong, 1999]. Este tltimo
trabajo presenta un analisis de las medidas més usadas para reglas de asociacién
del tipo A — B usando unas cantidades bésicas que definen: la generalidad de A, el
soporte absoluto de B dado A, el cambio de soporte de B dado A, el soporte mutuo
de By A;y el grado de independencia de A y B medido de dos formas distintas.
Estas medidas no son més que las conocidas medidas para el soporte de A, la con-
fianza de A — B, Conf(A — B) —sop(A), P(ANB)/P(AU B), y las dos medidas
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de interés: %, y la dada por Piatetsky-Shapiro P(A, B)— P(A)P(B) respec-
tivamente. En la Tabla 1.3 quedan reflejadas las medidas y sus correspondencias

con las medidas conocidas o bien en términos de probabilidades.

Nombre Correspondencia
Generalidad de A Soporte de A
Soporte absoluto de B Confianza de A — B
Cambio de soporte de B dado A Conf(A — B) —sop(A4)
Soporte mutuo de By A P(ANB)/P(AUB)
Grado de independencia de A y B (I) Interés: P(AN B)/P(A)P(B)
Grado de independencia de Ay B (II) | Interés P-S: P(AN B) — P(A)P(B)

Tabla 1.3: Cantidades bdsicas tomadas en [Yao and Zhong, 1999].

Dichas medidas son clasificadas en tres grupos: generales (la medida involucra
s6lo una parte de la regla, es decir, el antecedente o bien el consecuente), asociacién
en un sentido (la medida no es simétrica) y asociacién de doble sentido (la medida

es simétrica).

En [Kodratoff, 2001] el autor se sirve también de una tabla de contingencia para
explicar el funcionamiento y significado de distintos tipos de medidas. Para ello
escoge diecinueve medidas distintas que analiza segin su semantica. Representando

las frecuencias mediante la siguiente tabla de contingencia

podemos representar las medidas analizadas en [Kodratoff, 2001] en la siguiente
tabla:
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Nombre Definicién
Soporte Descriptivo PP
Soporte Causal ol
Confirmacién Descriptiva, a-s-zij—g-kd
Confirmaciéon Causal %
Confianza Descriptiva P
Confirmacién de la Confianza Descriptiva Z_T_Z
Confianza Causal gy T Wh
Confirmacién de la Confianza Causal ﬁ + 2(b£—l&-d) — ﬁ
Conviccién %
Interés %
Coeficiente de Correlacion NCD (aajc_)l('; Derd)
Dependencia Descriptiva % sita+b#0
Dependencia Causal Putativa (aﬁ;r(iig)lzgﬁ;bgd)

Ademds de las medidas enumeradas en esta tabla, en [Kodratoff, 2001] se
incluyen las medidas de “Dependencia Causal Falsa”, “Confirmacién Falsa”,
“Dependencia Causal Indirecta” y “Confirmacién Indirecta” que hacen uso de
un tercer item para calcular si la regla encontrada es falsa o bien es indirecta. De
esta forma si tenemos un reticulo de items podremos calcular cuales son realmente
las asociaciones verdaderas y eliminar aquellas que sean falsas o que dependan de

un tercer factor (indirectas).

Formulacion mediante Ejemplos Positivos y Negativos

La idea de usar una tabla de contingencia para generalizar conceptos crisp
a difusos cuando manejamos reglas de asociacion ha sido usada en varias
ocasiones. En [Dubois et al., 2003], [Sudkamp, 2005], [Cock et al., 2005] la tabla
de contingencia viene dada mediante una clasificacién de las transacciones en
ejemplos positivos, negativos e irrelevantes. Los trabajos [Dubois et al., 2003],
[Sudkamp, 2005] usan esta terminologia, mientras que en [Cock et al., 2005]
realizan una divisién con intersecciones no vacias en ejemplos positivos, no-
positivos, negativos y no-negativos. Explicaremos de forma més detallada en

qué consisten ambas propuestas.
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Dubois et al. clasifican las transacciones de una base de datos en tres tipos a
partir de una regla de asociacién A — B fijada de antemano [Dubois et al., 2003]
obteniendo una particién de la base de datos:

St :={(z,y)|r€e ANy € B}
S_={(z,y)|r€ ANy ¢ B} (1.13)
St ={(z,y)|z ¢ A}

donde S;,S_ y St denotan los ejemplos positivos, negativos e irrelevantes res-
pectivamente. Las medidas de soporte y confianza son expresadas en términos de
los cardinales de dichos conjuntos. Después esta clasificacién se extiende al caso
difuso, de forma que si A y B son conjuntos difusos, entonces S;,S_ y Sy son
también difusos, notando por Sy (z,y) el grado de pertenencia del punto (z,y) en
el conjunto S, de los ejemplos positivos, y de forma similar para S_ y Si. Esto
crea varias maneras de extenderlos al caso difuso, por ejemplo para definir Sy se
puede utilizar
(z,y) € S+ & ~(z € A),

mientras que para S_ y S, existen varias opciones. Una de ellas seria:

(z,y) € Sy :=(z € A)A(y € B),

(1.14)
(z,y) € S_:=(x € A)A—(y € B).

Y otra alternativa seria:
(z,y) € Sy :=(x € A) N (y € B),

(1.15)
(z,y) € S—:==~((z € A) = (y € B)).

donde = es una implicacién difusa (ver definicién A.3). Observemos que desde el
punto de vista 16gico formal, las expresiones (1.14) y (1.15) son equivalentes, pero
en el caso difuso dependeran de los operadores que elijamos para la negacién y

para la implicacién difusa.

En el caso crisp, se cumple que
IS4+ 15— +1S+| = D], (1.16)

pero para garantizar que se cumpla también cuando A y B son difusos, en
[Dubois et al., 2003] demuestran que si la negacién difusa es la definida como
a — 1 — «; el problema se reduce a encontrar una t-norma, ®, que cumpla

la siguiente igualdad

S+(x,y)+5_(x,y)+Si(x,y):1 V(I’y)
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siendo

St (w,y) = Alx) @ B(y)
S-(z,y) == Alx) © (1 - B(y))
Si(z,y) :=1— A(x).

Como conclusién en [Dubois et al., 2003] se obtiene que la t-norma debe ser el

producto y la implicacién o = (3 es de la forma (1 —a) + a ® .

En [Sudkamp, 2005] se usa también la clasificacién dada en el caso anterior y
se hace un estudio de varias medidas para la validacién de reglas de asociacion
mediante dicha particion de la base de datos D. Los autores también se centran
en el analisis de las anomalias surgidas por el uso de bordes cuando se usa una
particién crisp del dominio de los atributos para reglas cuantitativas; introduciendo
el enfoque dado en [Dubois et al., 2003] para hacer una particién difusa de D
mediante los conjuntos difusos S;,S_ y Si, y concluyendo también que el

producto es la tUnica t-norma que permite una particién con mejores propiedades.

El tercer enfoque ofrecido en [Cock et al., 2005] difiere bastante de los
anteriores puesto que no ofrece una particion de la base de datos D, sino que

hace una clasificacién no disjunta de D dada la regla de asociacién A — B como

sigue:
Ejemplos positivos {(z,y) |z € ANy € B}
Ejemplos no-positivos {(x,y) |z ¢ AVy ¢ B} (117)
Ejemplos negativos {(z,y) |z € ANy ¢ B} .
Ejemplos no-negativos {(z,y) |z ¢ AV y € B}

Y utiliza los cardinales de los conjuntos definidos en (1.17) para discernir la
semantica de un grupo de medidas para el cumplimiento de reglas de asociacién
difusas.

1.2.2. Modelo Formal para Reglas de Asociacién

El origen del modelo, que utilizaremos en el resto del documento, se remonta
a una serie de trabajos sobre un método originado en Praga a mediados de los
sesenta [Héjek et al., 1966], [Hajek and Havrdnek, 1978], y desarrollado hasta la
actualidad en diversos campos. Su nombre es GUHA?, y su principal objetivo

es “permitir al ordenador gemerar y evaluar todas las hipdtesis que pueden ser

4Siglas de General Unary Hypotheses Automaton



1.2. Modelo Formal para el Estudio de Reglas de Asociacién 37

interesantes desde el punto de vista de los datos y del problema que queramos
estudiar”, [Hajek et al., 2004]. Una caracteristica muy importante de GUHA es su
fundamento légico y estadistico que veremos en las proximas secciones y que nos
ayudard a tener una mejor comprensién de la naturaleza de las reglas de asociacion
tal y como las manejamos ahora, asi como de las medidas que se emplean en este
ambito, dando un amplio abanico de ellas con sus caracteristicas y propiedades

fundamentales.

Este modelo ha sido recientemente adaptado para el estudio de las reglas
de asociacién en varios trabajos [Rauch and Simunek, 2000], [Rauch, 2005]. La
notacion que estableceremos estd basada en la de esos trabajos pero difiere en el
ambiente de trabajo (consideraremos bases de datos binarias) y en la definicién
de los cuantificadores, que introduciremos a continuacién, cambiada para que se

adapte mejor a la dindmica de las reglas de asociacion.

El punto de partida es una base de datos binaria D donde las filas y las
columnas representardn las transacciones y los items respectivamente (véase
la Tabla 1.4). Como caso particular, los items podrén ser pares de la forma
(atributo,valor) o {(atributo,intervalo) dependiendo de cada base de datos
particular, y su valor en la transaccién t; serda 1 si el item se satisface en t; o

0 en caso contrario.

D | iy iy .. i djyn ... in
|10 .0 1 ... 0
ts | 01 .1 R |
tw | 11 .0 R |

Tabla 1.4: Ejemplo de base de datos binaria D.

Para este modelo, un itemset, serd una agregacién de items atémicos mediante
alguno o varios de los operadores légicos A, V,—. Un ejemplo de itemsets podria
ser i1 A (i3 V —ig), aunque el operador més utilizado en el &mbito de las reglas
de asociacién es la conjuncién, veremos que la negacién jugard un papel muy
importante cuando extendamos el modelo para extraer reglas excepcionales y

anémalas (Seccién 2.4).

Con esta notacién, una regla de asociacién en este modelo [Rauch, 2005]

serd una expresién del tipo ¢ ~ ¥ donde ¢ y v son itemsets en el sentido
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anterior y & serd un cuantificador. Dicho cuantificador estard asociado con ¢
y % por medio de una tabla de contingencia de cuatro huecos (4 fold table) que
notaremos por M en la base de datos D. De forma gréfica la podemos representar
por M =4ft(p,v, D) = (a,b,c,d) o bien de la siguiente forma:

siendo a el nimero de transacciones que satisfacen ¥ y ¢; b las que satisfacen ¢ y
—1), etc. Ademds se debe verificar que a + b+ ¢+ d > 0. Y para quitar los casos
triviales impondremos también que

a+b>0, c+d>0, a+c>0, b+d>0.

Observemos que a + ¢ es el numero de veces que aparece ¥ y a + b el nimero
de veces que aparece . Cuando el cuantificador esté asociado a dicha tabla lo
llamaremos cuantificador-4ft.

El significado intuitivo de la expresion ¢ ~ ¥ es que los itemsets ¢ y ¥ estan
asociados como indique el cuantificador en cuestién. La capacidad expresiva de
este tipo de reglas es mas fuerte que el de la clédsica regla de asociacién X — Y
con X,Y conjuntos de items, ya que, segun elijamos el cuantificador, la férmula
¢ ~ 1) puede modelizar diversos tipos de asociacion.

Un ejemplo de regla de asociaciéon podria ser i1 A ig = io Ais y el grado de
validez vendrd dado por el valor que tenga el cuantificador-4ft, ~, elegido que a
su vez dependera de 4 ft(p, ¢, D).

Los cuantificadores se usan normalmente en dos fases. La primera consiste en el
calculo del valor del cuantificador asociado a los dos itemsets ¢ y 1. Este valor suele
proceder de la adaptacién de alguna medida de interés o bien de alguna medida
predefinida (medidas estadisticas, medidas de recuperacién de informacién) que
valore algtin tipo de relacién entre los dos itemsets. Ahora comienza la segunda
fase en la que para extraer reglas de asociacion interesantes es necesario hacer una
criba entre aquellas que no superen los umbrales necesarios de soporte y de la
medida asociada al cuantificador. Por tanto, en esta fase, el valor del cuantificador
es acotado por un umbral impuesto por el usuario. También se suele imponer un
umbral al minimo nimero de transacciones que satisfagan ambos itemsets, o lo

que es igual, la imposiciéon de que el soporte supere el umbral minsop.

Mediante la ejecucién de estas dos fases se recogen dos tipos de informacién

muy importantes en la extraccion y validacién de reglas de asociacién. La primera
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es el cdlculo del valor del cuantificador que notaremos por = (a, b, ¢, d) que es lo que
conocemos como el valor de la medida de interés. La segunda es el cumplimiento de
dos condiciones que nos transforman la regla de asociacién ¢ = ¥ en un predicado
l6gico que puede ser verdadero o falso dependiendo de si se satisfacen o no las

condiciones impuestas.

Una regla de asociacién ¢ = 9 serd cierta en D ( o en M = 4ft(p, 1, D))
de forma simbdlica Val(p ~ 1) = true si y sélo si las condiciones asociadas al

cuantificador-4ft = se satisfacen para M.

Distintos tipos de asociacién entre los itemsets ¢ y 1 se pueden expresar

definiendo cuantificadores-4ft adecuados.

Ejemplos de Cuantificadores-4ft

A continuacién veremos algunos tipos de relaciones entre los itemsets ¢ y
1) que pueden ser expresados por cuantificadores-4ft. Se pueden encontrar estos
ejemplos en [Havranek, 1974], [Héjek and Havranek, 1978], [Héjek et al., 2004] y
[Rauch, 2005].

= El cuantificador-4ft = (implicacion) se define como

a
a+b

=71 (a,b,¢,d) = (1.18)

Observemos que = es la conocida confianza [Agrawal et al., 1996] de la
regla ¢ — 1. Este cuantificador nos dird que Val(p =1 ¢) = true si y sélo

si se cumplen las siguientes dos condiciones
=7 (a,b,c,d) > p N a > Base

donde 0 < p < 1 es el umbral conocido como minconf y Base > 0 es el

minimo niimero de transacciones satisfaciendo ¢ y 9 a la vez®.

= El cuantificador-4ft ~ (asociacion simple) se define como
~ (a,b,¢,d) = ad — be, (1.19)
y en este caso diremos que Val(y ~ ¥) = true si se cumple que

~ (a,b,c,d) >0 A a> Base.

5 s .
°Observemos que Base es un umbral para el soporte de la regla de asociacién cuando éste
viene dado en niimero en vez de en porcentaje.
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Observemos que la primera condicién es equivalente a probar que el
determinante de la matriz asociada a la tabla M es positivo. En el caso de
tener ~ (a, b, ¢,d) = 0 tendrfamos la independencia entre los dos itemsets.

El cuantificador-4ft =' (implicacion critica) es

a+b
a+b\ ; a+b—i
Z( . )p(l—p) o

donde 0 < p < 1. Diremos que Val(p =' 1)) = true si se cumple

= (a,b,c,d) <« A a> Base
con 0 < a <0.5 y Base > 0. La segunda condicién es la misma que en los
casos anteriores, pero la primera condicién corresponde al test estadistico
al nivel « de la hipétesis nula Hy : P(¢]p) < p y con hipétesis alternativa
Hy : P(¢|p) > p donde P(¢|p) es la probabilidad condicionada de ¢ bajo

la condicién de ocurrencia de .

El cuantificador-4ft < (implicacion doble) es

a

<~ (CL,b,C,d) = m

De modo andlogo a los casos anteriores, diremos que Val(p < ) = true si
< (a,b,¢c,d) > p N a> Base

donde 0 < p <1y Base > 0. Esta condicién significa que al menos hay una
proporcién p de transacciones satisfaciendo ¢ 6 ¥ que satisfacen a la vez ¢

v 1, v que hay al menos Base transacciones de D satisfaciendo ¢ y 1.

El cuantificador-4ft = (equivalencia) es

a+d

= (a,b,C,d) = m.

Diremos que Val(p = ¥) = true si
= (a,b,c,d) > p A a > Base.

donde 0 < p < 1y Base > 0. Esto significa que ¢ y 1 tienen el mismo
valor (ambas verdaderas o ambas falsas) en una proporcién de al menos p
entre todas las transacciones de D y que hay al menos Base transacciones

satisfaciendo ¢ y .
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= El cuantificador-4ft ="' (equivalencia critica)

| _ = T\ i o \n—i
= (a,b,c,d)i_;rd(i)p (1-p)
donde 0 < p<1yn=a+b+c+d. Diremos que Val(p =" ) = true si
=' (a,b,¢,d) < a A a > Base
con 0 < a < 0.5y Base > 0.
s El cuantificador-4ft ~gq. (equicardinalidad) viene dado por
~gge (a,b,¢,d) = (a+b) — (a+c).
Diremos que Val(p ~gqc ¥) = true si

~Eqc (CL, b7 & d) =0.

Este cuantificador indica que la regla es vélida si los cardinales de ¢ y 1 son
el mismo. Esto implica que también coincidan los cardinales de —¢ y —7. En
particular que 4ft(¢, %, D) es simétrica (esto es, b = ¢).

= El cuantificador-4ft ~p (cuantificador de Fisher) es

min(r,k) (k\ (n—k
~p (a7b7c,d): Z (z)(r—z)

donde hemos llamado r = a+by k = a+c. Diremos que Val(p ~p ) = true
si

~p (a,b,e,d) <a A ad >be AN a > Base,

con 0 < a < 0.5y Base > 0. Estas condiciones corresponden al test
estadistico al nivel « para la hipétesis nula de independencia de ¢ y ¥ contra

la hipétesis alternativa de dependencia.

Existen muchos cuantificadores-4ft [Rauch, 2005], [Hajek and Havranek, 1978]
con distintos tipos de propiedades. Segun la semantica que recojan y la forma en
la que estén definidos se pueden clasificar atendiendo a varios criterios. Veamos a

continuacion algunas de las clases mas interesantes.
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Clases de cuantificadores-4ft

Segun el tipo de cuantificador-4ft que usemos para extraer la regla de
asociacién, conseguiremos distintos tipos de reglas de asociaciéon. De esta forma
la clasificacién de los cuantificadores induce una clasificaciéon de las reglas de
asociacion [Rauch, 2005]. Veamos las clases mds importantes de cuantificadores-4ft
[Héjek and Havrének, 1978], [Ivanek, 1999].

Definicién 1.16. Sean a, b, c,d,a’,b’, ¢, d’' frecuencias de dos tablas-4ft arbitrarias

(@', b, d') y {a,b,c,d), entonces
(1) un cuantificador ~ (a,b) es implicacional, ~ € I, si siempre que
ad>a AN <D
se cumple que = (a/, V') > = (a,b),

(2) un cuantificador ~ (a, b, c) es doble implicacional, ~ € DI, si siempre que

se cumple que = (a/,V', ') > = (a,b, c),

(3) un cuantificador = (a,b,c¢) es X-doble implicacional, ~ € X DI, si siempre
que
ad>a N V+d<b+c

se cumple que = (a/, ¥, ') > =~ (a,b, c),
(4) un cuantificador = (a,b, ¢, d) es equivalente, ~ € E, si siempre que
ad>a N V<b AN <c AN d>d
se cumple que = (a/, V', ¢/, d") > =~ (a,b, ¢, d),
(5) un cuantificador ~ (a, b, ¢, d) es Y-equivalente, ~ € L F, si siempre que
d+d>a+d N Y+ <b+c
se cumple que = (a/,V', ¢/, d") > =~ (a,b, ¢, d).

Cuando el cuantificador-4ft no dependa de todos los valores (a, b, ¢, d) si no sélo
de algunos, quitaremos aquellos que sean innecesarios para simplificar la notacién
como hemos hecho en la anterior definicién.
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Las condiciones impuestas en la definicién nos dice que la tabla-4ft asociada
M = {d",V,,d) alos dos itemsets es en algin sentido “mejor” desde el punto de
vista implicacional, equivalente, etc. que la tabla-4ft M = (a, b, ¢, d). Por ejemplo
la condicién para los cuantificadores implicacionales (a’ > a A b < b) nos dice que
M’ es mejor desde el punto de vista implicacional que M puesto que D’ tiene
mads transacciones satisfaciendo ¢ y v que D; y D’ tiene menos transacciones
satisfaciendo ¢ y = que D.

En [H4jek and Havrdnek, 1978] y [Rauch, 2005] se puede ver la prueba formal
de la inclusién de los siguientes cuantificadores-4ft en las clases definidas

anteriormente:

= ~ es equivalente pero no implicacional.
n =],

- =lel

= & e DINYDI.

« &' eXDINDI.

= =cFE.

« = eYENE.

Por otro lado, estas clases de cuantificadores-4ft estan relacionadas mediante

la siguiente proposicion.

Proposicion 1.2. [Ivdnek, 1999] Se cumplen las siguientes inclusiones:
» [CDICE,
= XDICDI,y
= YECE.

Ademds dichas inclusiones son estrictas, ya que por ejemplo, ~ € F pero ~ ¢ I.
Hay otras clases de cuantificadores-4ft con interesantes propiedades tedricas y
préicticas [Hajek and Havranek, 1978], [Rauch, 2005]. Un ejemplo es la clase de los
cuantificadores simétricos, cuya motivacion es la propiedad de simetria de algunos
tipos de reglas de asociacién. Una regla con esta propiedad nos dird que p ~ ¢ es
cierta si y sélo si la regla v = ¢ es cierta, en términos de M equivaldria a decir que
si la tabla 4ft(p, ¥, D) = (a,b,c,d) entonces la tabla 4ft(1, ¢, D) es (a,c, b, d).
Estas consideraciones nos llevan a la siguiente definicién:
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Definicion 1.17. Un cuantificador-4ft ~ es simétrico si
~ (a,b,¢,d) == (a,c,b,d).

Ejemplos de cuantificadores simétricos son <, <', =, =', el cuantificador de

Fisher ~p y el cuantificador ~.

Otra clase interesante es la clase de los cuantificadores-4ft con la F-propiedad.
La clase de los cuantificadores que cumplen la F-propiedad engloba a una clase de
cuantificadores que tienen las mismas propiedades tedricas que el cuantificador de

Fisher ~p.

Definicién 1.18. Un cuantificador-4ft ~ tiene la F'-propiedad si satisface las dos

propiedades siguientes
1. Si = (a,b,¢,d)=1yb>c—12>0 entonces ~ (a,b+1,c—1,d) = 1.
2. Si~(a,b,e,d)=1yec>b—12>0 entonces =~ (a,b—1,c+1,d) = 1.

Definiciéon 1.19. Sea = un cuantificador equivalente. Diremos que es saturable

si cumple las siguientes propiedades:

1. Para cualquier matriz (a, b, c,d) con d # 0, existe a’ > a tal que
~ (a',b,c,d) = 1.

2. Para cualquier matriz {(a,b, ¢, d) con a # 0, existe d’ > d tal que
~ (a,b,c,d) =1

3. Para cualquier matriz M = (a,b, ¢, d), hay otra matriz M’ que contiene a

M tal que ~ (M’) = 0.
Por ejemplo el cuantificador-4ft ~r es saturable.

Otra clase de cuantificadores-4ft con un significado interesante que utilizaremos

mas adelante es el siguiente:

Definicién 1.20. [Hajek et al., 2004] Un cuantificador-4ft =~ se dird que es
comparativo si Val(p =~ 1) = true implica que ad > be, o equivalentemente si
a/(a+b) > (a+c)/(a+b+c+d).

Un cuantificador comparativo medira el grado con el que el antecedente y el
consecuente estan positivamente asociados y su valor serd cero si el antecedente y
el consecuente son estadisticamente independientes. Un ejemplo de cuantificador

comparativo es ~.
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La siguiente seccién presenta un modelo para representar y operar con
propiedades difusas distinto a la Teoria de Subconjuntos Difusos propuesto por
Zadeh. Este modelo propone el uso de niveles de restriccién y extiende las
operaciones usuales entre conjuntos de forma que las propiedades l6gicas (crisp)
usuales sigan cumpliéndose, cosa que no ocurria en el modelo de Zadeh. Ademas,
este modelo sera util en el capitulo siguiente para proporcionar un modelo formal,

que extiende al presentado aqui, para reglas de asociacién difusas.
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1.3. Representacion de Cantidades Imprecisas

mediante Niveles de Restriccion

Los conjuntos difusos son uno de los mejores modelos para representar y razonar
con propiedades difusas (ver Apéndice A). Su desarrollo y aplicacién en muy
diversas areas han dado muy buenos resultados. Esto ha sido posible porque las
operaciones clasicas entre conjuntos han sido extendidas apropiadamente. General-
mente hay diferentes formas de extender las definiciones y las operaciones clasicas
del caso crisp al difuso. Este es el caso de la interseccion, la unién y el complemento
que dependen de cémo se definan las t-normas, t-conormas y las negaciones difusas,
siendo las posibilidades innumerables. Pero en el proceso de extensién al caso
difuso, algunas de las propiedades clédsicas entre conjuntos se pierden. Este es uno
de los problemas de la légica difusa: como definir las extensiones de la forma mas
adecuada posible, qué propiedades deberian cumplirse y qué semantica encierran
estas nuevas definiciones. Este tipo de problema sale a la luz frecuentemente
cuando las operaciones y definiciones que se extienden usan la negacién, es decir,
el complemento de un conjunto. Otro problema de la negacion es la extensién de la
implicacién como —=A V B y el correspondiente conjunto de interpretaciones como
grado de inclusién (en particular, las definiciones originales de inclusién e igualdad
de un conjunto difuso son crisp).

Estos problemas, y otros, son muy importantes en algunas aplicaciones, por
ejemplo cuando operamos con cardinales de conjuntos difusos. La implicacién
también es crucial para el razonamiento difuso y para aquellos conceptos que la

utilizan como es el caso de la transitividad de relaciones difusas, i.e., (R(a,b) A
R(b,c)) = R(a,c).

La propuesta de Sdnchez et al. [Sénchez et al., 2008b] para representar
propiedades imprecisas mediante niveles de restriccion extiende las operaciones
usuales del caso crisp al difuso cumpliendo las propiedades légicas usuales entre
dichas operaciones. Esta propuesta se basa en la conocida idea de que una
propiedad difusa en un universo X puede ser representada por una coleccién de
realizaciones crisp. Como caso particular, cuando el conjunto es difuso, dichas
realizaciones crisp son los conocidos a-cortes, y serdn los llamados niveles de
restriccion (por brevedad se usard la notaciéon RL). Este modelo es més general que
el de los conjuntos difusos, aunque estos jugaran un papel importante puesto que
ayudaran a obtener la representacion por niveles de restriccion de las propiedades

atOmicas.
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Este modelo servird como herramienta en el siguiente capitulo para establecer
un modelo formal para reglas de asociacién difusas que extienda al presentado en
la seccién 1.2. Usando dicho modelo desarrollaremos un método para extender las

medidas de interés para reglas difusas.

1.3.1. Definiciones

Definicién 1.21. [Sénchez et al., 2008b] Un RL-set A es un conjunto finito de
niveles de restriccién A = {«1, ...,y } verificando 1 = a3 > ag > -+ > ap, >

Q1 = 0 param > 1.

En general, el RL-set de una propiedad atémica representada mediante un

conjunto difuso A estd definido como sigue:

Definicién 1.22. [Sénchez et al., 2008b] Sea A un conjunto difuso definido sobre
el referencial X. Entonces el RL-set para A viene dado por:

Ay ={Ax)|z e X}U{1l} (1.20)
donde A(z) es el grado de pertenencia de z al conjunto difuso A.

El RL-set empleado para representar una propiedad difusa se obtiene como la
union de los RL-sets de las propiedades atémicas que definan dicha propiedad.
Para representar una propiedad difusa en X mediante niveles de restriccién
usaremos una RL-representacion definida como un par (A, p) donde A es un RL-
set y
p:A—P(X) (1.21)

es una funciéon que aplica cada nivel de restriccién en su realizacién crisp,
que representard la propiedad imprecisa en dicho nivel. Como ejemplo, la RL-
representacién de una propiedad atémica imprecisa definida por un conjunto
difuso A serd el par (Aa,pa), donde A4 viene dada por la ecuacién (1.20) y
pala) = A, ={z € X|A(z) > a} para todo o € A4.

Dada una propiedad difusa P representada por (Ap, pp), se define el conjunto

de las representaciones crisp de P como
Qp = {pp(Oé)|Oé S AP} (122)

Para una propiedad atéomica A, el conjunto de representaciones crisp 24 es
justamente el conjunto de los a-cortes de A. Sin embargo, observemos que en

la definicién de RL-representacion no hay ninguna restriccién sobre las posibles
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representaciones crisp de las propiedades que no sean atémicas. En particular,
como consecuencia de las operaciones, las RL-representaciones no tienen que estar
anidadas, por tanto, las RL-representaciones finales no coinciden siempre con la
representacién mediante a-cortes de los conjuntos difusos. Para definir nuevas
propiedades no atomicas mediante operaciones es conveniente extender la funcién

p para cualquier a € (0, 1].

Definicién 1.23. [Sanchez et al., 2008b] Sea (A, p) una RL-representacién con

A={aq,...,an}. Sea a € (0,1] y a;, ;41 € A cumpliendo que a; > a > @;41.
Entonces definiremos

pla) = plas). (1.23)

Si nos fijamos en esta definicién, esta extension para valores que no estén en

el RL-set de la funcién p, es la natural si pensamos en un conjunto difuso A y

en sus a-cortes. Usando esta definicién se definird la equivalencia entre dos RL-

representaciones.

Definicién 1.24. [Sanchez et al., 2008b] Sean (A, p) y (A, p') dos RL-represen-
taciones sobre X. Diremos que ambas representaciones son equivalentes y lo

notaremos por (A, p) = (A, p), si y sélo si, Va € (0,1]

pla) = pla). (1.24)

1.3.2. Operaciones Loégicas

En esta seccién veremos las operaciones logicas de disyuncién, conjuncién y
negacién, que nos haran falta en el proximo capitulo para el desarrollo de un
modelo légico para las reglas de asociacion difusas. Las ideas béasicas de cémo se
definen dichas operaciones se encuentran en [Sanchez et al., 2008b].

Definicién 1.25. [Sanchez et al., 2008b] Sean P, @ dos propiedades difusas con
RL-representaciones (Ap,pp), (Ag,pq). Entonces, P A Q, PV Q y =P son
propiedades difusas representadas por (Apag; praQ), (Apvg, pPvo) ¥ (A-p, p-p)

respectivamente, donde

Ap/\Q = AP\/Q =ApU AQ

Ao Ap (1.25)
y, para todo a € (0, 1],
pra@(a) = pp(a) N pg(a),
prvQ(@) = pp(a) U pg(a), (1.26)
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donde Y es el complemento usual de un conjunto crisp Y.

Proposicién 1.3. [Sdnchez et al., 2008b] Las operaciones A,V,— entre RL-
representaciones verifican las propiedades ordinarias de equivalencia légica como
——A = A, las leyes de Morgan (una de ellas (AN B) = (mAV —B)) y la ley del
tercero excluido que puede ser expresada como AN—-A=1 6 AV-A=T, donde
T y L son las propiedades atomicas que representan respectivamente la tautologia
(cuya RL-representacion se obtiene del referencial X ) y la contradiccion (cuya

representacion se obtiene de ¢ ).

1.3.3. Numeros-RL

Basdndose en las RL-representaciones y sus operaciones, Sanchez et
al. definen los nidmeros-RL como una representaciéon de cantidades difusas

[Sanchez et al., 2008¢]. Esta propuesta tiene dos grandes ventajas:

1. Los ntmeros-RL son representaciones de cantidades difusas que se obtienen
facilmente extendiendo las medidas habituales crisp a los conjuntos difusos

y, en general, a RL-representaciones.

2. Las operaciones aritméticas y légicas entre ntimeros-RL son extensiones
Unicas e inmediatas de las operaciones con numeros crisp, verificando las
propiedades usuales del caso crisp. Ademaés, la imprecisién no se incrementa,

necesariamente cuando realizamos operaciones, esta puede incluso disminuir.

Las siguientes definiciones y propiedades provienen de [Sanchez et al., 2008¢]:

Definicién 1.26. [Sdnchez et al., 2008c] Un ntimero RL-real es un par (A,R)
donde A es un RL-set y R: (0,1] — R.

Notaremos por Ryy, al conjunto de los nimeros RL-reales. El nimero RL-real
R, es una representacién de un nimero real z si, y sélo si Va € Ag,, Rp, (o) = x.
A dicho nimero RL-real lo notaremos por R, o, de forma equivalente, x, ya que
en el caso crisp el conjunto Ag, no es importante. Las operaciones entre nimeros

RL-reales se extienden como sigue:

Definicién 1.27. [Sanchez et al., 2008¢] Sea f : R®* — R y sean Ry,..., R,

nimeros RL-reales. Entonces f(Ry,...,Ry) es un nimero RL-real con

Apryvry = | Ar, (1.27)

1<i<n
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RiRi,iia) (@) = f(RR, (@), -, R, () (1.28)

Es evidente que las operaciones entre numeros RL-reales son extensiones
consistentes de las operaciones usuales crisp. Ademas, las operaciones que no estén
definidas para algunos valores reales, consecuentemente no estaran definidas para
los nimeros RL-reales que contengan dichos valores para alguno de sus niveles de
restriccion. Este es el caso de la divisién por 0, por lo que, R/R’ estard definido
siy sélosi0¢ Qp.

Para definir un orden en los ntimeros-RL, en [Sanchez et al., 2008a] se define

el concepto de orden-RL.

Definicién 1.28. Un orden-RL es un par (A, d) donde A es un RL-set y
§:(0,1] — {=,<,>}.

Observemos que un orden-RL es un orden difuso basado en los érdenes
posibles entre las representaciones asociadas a los ntumeros-RL. El orden-RL nos
permite extender los procedimientos basados en ordenar cuando usemos niveles de

restriccién [Sdnchez et al., 2008a].

Definicién 1.29. [Sanchez et al., 2008a] El orden de dos nimeros RL-reales Ry
y Ry es un orden-RL (AR, Rr,,0R, r,) donde Ag, r, = Agr, U AR, y para todo
o € AR, .R,,

= siRp, () =Rp,(a)
si Ry, (@) < Rp,(a) (1.29)
si Re, (a) > Rp,(a).

ORi Ry (@) = <
>
Diremos que R; = Rs (respectivamente Ry < Rg,R; > R») si, y sélo si,

Va € Ag, Rr,, se cumple que Rp,(a) = Rpg,(a) (respectivamente Rpg, (o) <
RR, (a)a Rp, (a) > R, (Ot))

1.3.4. Probabilidad basada en niimeros-RL

Notaremos por [0,1]rr. € Rpgr al conjunto de todos los nimeros RL-reales
cumpliendo que 0 < R < 1, VR € [0,1]gr. Definiremos los conceptos de RL-
espacio de probabilidad y RL-probabilidad como en [Sanchez et al., 2008a]:

Definicién 1.30. [Sanchez et al., 2008a] Un RL-espacio de probabilidad es una
terna (X, %, P) donde
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1. X es un conjunto crisp.

2. ¥ es una coleccién de eventos difusos definidos por sus RL-representaciones
sobre X, cerrado para las operaciones de complemento y para las uniones

numerables de eventos. 3 siempre contendrd al propio universo X.

3. P : X — [0,1]g verifica los Axiomas de Kolmogorov, ie., P(X) = 1,

P(E) > 0, VE € X, y para cualquier coleccién finita de representaciones

disjuntas Fn,..., E,,

P(ELU---UE,) = iP(Ei). (1.30)

1=1

En la anterior definicién, P es una medida de RL-probabilidad. En particular,
las medidas de RL-probabilidad pueden obtenerse facilmente de las medidas
ordinarias de probabilidad. Sea (U, F,p) un espacio de probabilidad crisp y sea
UEL el conjunto de todas las RL-representaciones en U tales que para cualquier
A e UEL, Q4 C F. Usando las propiedades de F, obtenemos que UZE es cerrado
para el complemento y para las uniones numerables. Ademés cumple que U € UEL.
Para cualquier A € UEL, sea P(A) € [0,1] gy, definido por

ppay(a) =p (pala)) Va e Ay. (1.31)

Se puede comprobar facilmente que (U, U}?L, P) es un RL-espacio de probabilidad
y P es una medida de RL-probabilidad.
También es sencillo comprobar que las RL-probabilidades verifican las siguien-

tes propiedades:

P(AUB) = P(A) + P(B) — P(AN B)

(1.32)
P(=A) =1 - P(A).

Ademds, usando la definicién 1.30, es evidente que las probabilidades (crisp) son
un caso particular de las RL-probabilidades ya que los eventos crisp son casos
particulares de los eventos imprecisos descritos por sus RL-representaciones.

Es sencillo demostrar que se preservan las relaciones aritméticas usuales
entre probabilidades en cada nivel de restriccién, y, por tanto, se preservan las
propiedades usuales entre RL-probabilidades. Por ejemplo, P(A) + P(=A) =1, es
decir, Vao € A4,

p(pa(@)) +p(p-ala)) = 1.

A continuacién definimos el concepto de RL-probabilidad condicional como
podemos encontrar en [Sanchez et al., 2008al:
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Definicién 1.31. Sean A y B dos eventos imprecisos definidos en U por sus RL-
representaciones A = (Aa,pa) y B = (A, pp) con pp(p)(a) > 0, Va € (0,1]. La
RL-probabilidad condicionada de A dado B en U es

P(AA B)

P(AIB) = — 5

(1.33)
Proposicién 1.4. [Sdnchez et al., 2008a] Sean A y B dos eventos imprecisos
definidos en U por las RL-representaciones A = (Aa,pa) y B = (Ap,pp) con
ppy(a) >0, Va e (0,1]. Entonces

. ppanB) (@)

PP(A\B)(Oé) = W. (1.34)

Ejemplo 1.3. Sean X e Y dos propiedades difusas atéomicas definidas en U =

{u1,...,ug} por los siguientes conjuntos difusos:

X =1/u; +0.8/uz + 0.5/us + 0.4/us

(1.35)
Y = 0.9/u1 + O.G/U3 + 0.5/U4

Entonces, Ax = A_x ={1,0.8,0.5,04} y Ay = Ay ={1,0.9,0.6,0.5}. El RL-set
para cualquier operacion entre X e Y serd Ax UAy. La Tabla 1.5 muestra las RL-
representaciones de X, =X, Y, Y, XAY, XVY y XA—Y. Si asumimos que cada u;
es equiprobable, en la Tabla 1.6 tenemos las RL-probabilidades correspondientes
a los eventos imprecisos P(X), P(-X), P(Y), P(-Y), P(X AY), P(X VY),
P(XA-Y)y P(Y|X). Observemos que la RL-probabilidad condicionada P(X|Y")
no estd definida puesto que pp(y)(1) = 0.
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% px () p-x () py (@) p-y ()

1 {u1} {u2, uz, ua, us, ug} ¢ U

0.9 {us} {ua, us, uq, us, ug} {u1} {ua, us, g, us, ug}
0.8 {uy,us} {usz, ug, us, ug} {ur} {ug, uz, uq, us, ug}
0.6 {u1,us} {us, uq, us, ug} {u1,us} {ug, uq, us, ug }
0.5 {u1, uz,us} {ug, us,ug} {u1, us, uqg} {ug, us, ug}
0.4 | {uy,us,us,us} {ug, ug} {uy, us, uqg} {ug, us, ug}

o | pxay (@) pxvy (@) pxA-y ()

1 ¢ {ui} fui}

0.9 {u1} {u1} @

0.8 {ui} {u1,us} {ug}

0.6 {ug} {uy, ug,us} {us}

0.5 | {ur,us} {u1,ug,us, us} {ug}

0.4 | {ur,us} | {ur,u2,us,ug,us} | {ua,us}

Tabla 1.5: RL-representaciones asociadas a algunas operaciones entre las

propiedades imprecisas dadas por X e Y.
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ai | ppx)(@) | pp-x)(@) | pray(@) | pp-y)(a)
1 1/6 5/6 0 1
0.9 1/6 5/6 1/6 5/6
0.8 1/3 2/3 1/6 5/6
0.6 1/3 2/3 1/3 2/3
0.5 1/2 1/2 1/2 1/2
0.4 2/3 1/3 1/2 1/2
Qi | PP(XAY) (@) PP(XvY)(a) pP(X/\ﬁY)(a) /)P(Y|X)(Oé)
1 0 1/6 1/6 0
0.9 1/6 1/6 0 1
0.8 1/6 1/3 1/6 1/2
0.6 1/6 1/2 1/6 1/2
0.5 1/3 2/3 1/6 2/3
0.4 1/3 5/6 1/3 1/2

Tabla 1.6: RL-probabilidades en U de las propiedades imprecisas de la Tabla 1.5
y la RL-probabilidad condicional P(Y|X).
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1.4. Resumen

A lo largo de este capitulo, hemos recordado los importantes conceptos
generales de extraccién del conocimiento (KD), mineria de datos (DM) y regla
de asociacién (AR) que sientan las bases sobre las que trabajara el resto de la
memoria. En particular, el concepto clave es el de regla de asociacién con sus

miltiples extensiones y aplicaciones que seran de utilidad en el resto de la memoria.

También se han presentado dos secciones claves para el desarrollo de esta
memoria. La primera de ellas es la busqueda de un modelo formal para la
representacién y evaluacién de las reglas de asociacién, corazén de este documento.
El elegido debido a sus buenas propiedades tanto para modelar la estructura como
el comportamiento de las reglas de asociacién ha sido el basado en GUHA.

La segunda seccién, clave en esta memoria, es la introduccién de un modelo
para la representaciéon de la imprecision mediante niveles de restriccién que resuelve
algunos problemas derivados del uso de la negaciéon que ofrecia la teoria de

subconjuntos difusos (ver Apéndice A).
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CAPITULO

Resultados Teoricos

Este capitulo contiene los resultados desarrollados para cubrir el principal
objetivo de esta tesis: el desarrollo de un modelo formal para la representacion
y evaluacién de reglas de asociacién. Siguiendo con el desarrollo del modelo 1égico,
en primer lugar pondremos de manifiesto la relacién existente entre dicho modelo
y las propiedades que debe cumplir una ‘buena’ medida de interés. Después
extenderemos el modelo para reglas difusas y propondremos un procedimiento
para extender las medidas de interés crisp para reglas difusas, y por tultimo,
usaremos el modelo para estudiar y obtener otro tipo de reglas, como son las
reglas excepcionales o reglas anémalas. Ademds proveeremos algunos resultados
desarrollados de forma colateral que complementan el trabajo realizado.

El capitulo esta organizado como se detalla a continuacion:

La seccién 2.1 repasa las distintas propiedades o principios que deberia
cumplir una buena medida de interés establecidos hasta el momento introduciendo
dos nuevos principios que consideramos deberian satisfacerse también. Después
establecemos una relacién entre dichos principios y los tipos de cuantificadores-
4ft definidos en la seccién 1.2 y finalizamos introduciendo el factor de certeza
[Berzal et al., 2001] como un cuantificador-4ft demostrando que es equivalente, y

que por tanto, cumple los principios definidos para una buena medida de interés.

La seccién 2.2 contiene la extensién del modelo GUHA para reglas de asociacion
difusas utilizando como herramienta el modelo de representaciéon mediante niveles
de restriccién visto en la seccion 1.3. Via dicha extensién proponemos un

método para extender de forma natural las medidas de interés (en nuestro caso,

o7
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cuantificadores) para la extracciéon de reglas difusas.

La seccion 2.3 presenta diversos métodos para extraer conocimiento en bases
de datos formadas por bolsas usando tanto reglas de asociacién difusas como
dependencias graduales. También ofrecemos una aplicaciéon para obtener reglas
de asociacién en documentos de texto mediante su representacién como bolsas

difusas.

Para finalizar el capitulo, y por tanto, los resultados teéricos desarrollados en
esta tesis, la seccion 2.4 estudia la extraccién de nuevos tipos de conocimiento
excepcional y andémalo utilizando como herramienta las reglas de asociacion.
Repasamos las propuestas realizadas por otros autores y las comparamos a nuestras
propuestas desde un punto de vista tedrico utilizando para ello el modelo légico.
Ademsés, definimos un nuevo tipo de reglas llamadas reglas dobles que junto con
las reglas excepcionales y las anémalas ayudaran a analizar de forma maés precisa

la relacién existente entre dos itemsets en una base de datos.

Queremos destacar que los resultados tedricos provistos en este capitulo se

complementardn con los experimentos que se presentan en el capitulo siguiente.



2.1. Medidas de Interés y su Relacion con el Modelo Formal 59

2.1. Medidas de Interés y su Relacion con el
Modelo Formal

En el proceso de extraccion de las reglas de asociacién se han desarrollado varias
lineas de trabajo para obtener distintas posibilidades de obtencién de informacién
con esta util herramienta. Una de las lineas més proliferas ha sido la que se encarga
de buscar nuevos tipos de reglas como las que hemos comentado en la seccién 1.1.
Otra importante linea de investigacién se centra en obtener distintas medidas de
interés que ayuden en el proceso de extraccién de las reglas. Entre estos tipos de
medidas hay algunas que permiten filtrar o distinguir entre reglas ttiles para el
usuario, o aquellas que puedan resultar més interesantes desde algiin punto de vista
fijado “a priori”. En este ambito también se han desarrollado diversas propuestas
para establecer un conjunto de principios o propiedades que deberia cumplir toda

“buena”’ medida de interés.

Esta seccién pretende dar una visién global sobre el proceso que se sigue para
valorar la “importancia” o el “interés” de las reglas de asociacién extraidas en una
base de datos, sobre las distintas medidas de interés propuestas hasta el momento
y los principios que miden la bondad de dichas medidas.

Ademds estableceremos una conexién entre estos principios y el modelo
formal que estamos desarrollando, proporcionando un procedimiento sencillo para
comprobar cudndo una medida de interés, en nuestro caso cuando un cuantificador-
4ft, cumple los principios de bondad establecidos. También daremos como ejemplo
una medida (el factor de certeza [Berzal et al., 2002]), cuyas buenas propiedades
para extraer reglas de asociacién se han probado en la practica, para probar
tedricamente si dicha medida cumple los principios de bondad establecidos.

2.1.1. Medidas de Interés para Reglas de Asociacién

En Mineria de Datos uno de los procesos mas importantes es el de valorar
adecuadamente el conocimiento obtenido. En particular, las medidas de interés nos
ayudan a medir y cuantificar la utilidad, interés y valor de las reglas de asociacién
obtenidas en los datos.

Entre los procedimientos usados, podemos distinguir bésicamente cuatro
técnicas para obtener las que llamaremos reglas interesantes para el usuario. En la
Figura 2.1 podemos ver de forma esquematizada dichas técnicas. En la primera, las
reglas obtenidas en el proceso de mineria son mostradas directamente al usuario.

En (b) las reglas interesantes son obtenidas en un post-proceso de la minerfa (DM).
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(c) muestra la busqueda integrada de reglas de asociacién en el proceso de DM.
En la préactica el procedimiento que més se utiliza es el (c¢), pero de un tiempo a
esta parte, se han desarrollado procedimientos como el esquema expuesto en (d)
en los que la participacién del usuario es una parte importante del proceso. Este es
el caso del procedimiento presentado en [Liu et al., 1999a] donde se usa un post-
andlisis llamado Interestingness Analysis System (IAS) para ayudar al usuario a

identificar reglas interesantes

/ Reglas ordenadas\\‘ Uit
‘\ por Interés ~ /
-
' ~ —— ' ™ ’
\ IAS Interestingness
<Reglas /) < Reglas ) ( Reglas ) Analysis System
I S— R — R —
Herramienta 1‘ ‘Hen’amientan‘
7'y
Fi.ltro: /7.7\
Medidas de ([ Reglas )
Interés - 7'y -

DM DM Proceso:
medir DM DM
Interés -
A A I
‘ Datos ‘ ‘ Datos ‘ Datos Datos

(@ (b) (©) (@)

Figura 2.1: Técnicas para obtener reglas interesantes.

En [Tan and Kumar, 2000], [Hilderman and Hamilton, 2003], [McGarry, 2005],
[Ohsaki et al., 2004], [Hébert and Crémilleux, 2006] y [Lallich et al., 2006] pode-
mos encontrar varias recopilaciones sobre los distintos enfoques para medir el in-
terés de una regla de asociacién. En particular, [McGarry, 2005] ofrece una ade-
cuada clasificacién de los tipos de medidas de interés en tres categorias: medidas
de similitud, muy utilizadas en clasificacion, que sirven para comparar la semejan-
za entre objetos, transacciones e incluso reglas; las medidas objetivas basadas en
medidas estadisticas o en propiedades de los patrones; y medidas subjetivas que
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son aquellas derivadas de las creencias o expectativas del usuario respecto a su
dominio particular del problema (Ver Figura 2.2).

Medidas
de
Interés

Desviaciones

tivas ‘ Subjetivas

y
Similitud

Significado

[ Prediccién | [ Utilidad | [ Novedad | [No Trivialidad

estadistico

Figura 2.2: Criterios para medir el interés de las reglas de asociacion

En [Frawley et al., 1992] se introduce el concepto de interés desde una
perspectiva muy prometedora. Como ya hemos comentado, la extraccién de
conocimiento pretende hallar conocimiento 1til y comprensible para el usuario.
Para ello queremos utilizar las reglas de asociacién, una herramienta muy
extendida en el ambito de la mineria de datos. En particular pretendemos extraer
reglas de asociacién interesantes. Una regla serd interesante cuando sea novedosa,
util y no trivial de calcular. La novedad de una regla dependera de la referencia que
tengamos, por ejemplo, las creencias del usuario. Para que sea 1til debera ayudar
a conseguir algin objetivo del usuario; y la no trivialidad, se relaciona con una
cierta autonomia del proceso y de la evaluacion de los resultados; aunque también
podriamos identificarlo con el concepto de redundancia. De forma poco rigurosa,
una regla es trivial cuando se puede obtener utilizando otras reglas ya obtenidas
con anterioridad. La Figura 2.2' muestra un gréafico con los distintos tipos de
medidas de interés y algunos de los aspectos tenidos en cuenta para definir dichas

medidas.

Observemos que todas las propiedades senaladas para las medidas subjetivas
son necesarias para medir si el conocimiento es interesante o no, ya que por ejemplo
aunque una regla sea inesperada o novedosa, esto no quiere decir que sea vélida.
Incluso si una regla es inesperada y valida puede pasar que no sea ttil. Todas
estas propiedades pueden cambiar para distintos usuarios ya que son conceptos
altamente subjetivos como se indicaba en el esquema anterior. Pero no es tarea facil

implementar una métrica o criterio para descubrir los patrones mas interesantes ya

LEl gréfico estd ligeramente modificado del original en [McGarry, 2005].
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que éstos son los imprevistos y sorprendentes, es decir, un patrén 1til o novedoso
se sabe que lo es cuando lo ves, pero es dificil proponer un camino para descubrirlo
[Gaines, 1996].

Respecto a los otros dos grupos de medidas, las de similitud (también llamadas
medidas de desviacién o diferencia) ofrecen métricas consolidadas que suelen
utilizarse sobre todo en técnicas de agrupamiento y clasificacién. Y las objetivas
se concentran en dar un grado de confianza de las reglas descubiertas midiendo
diversos factores que no requieren la participaciéon del usuario. La mayoria de
estas medidas provienen de métodos estadisticos que ayudan a medir tanto la
representatividad de la regla, su capacidad de prediccion, la correlacién entre los

items involucrados, etc.

2.1.2. Criterios para Medir el Interés

Los criterios mostrados en la Figura 2.2 son algunos de los mas utilizados
para medir el interés de una regla de asociacién. Algunos de ellos han dado lugar
al desarrollo de herramientas especificas para encontrar de manera 6ptima un
conjunto de reglas cumpliendo la propiedad elegida. En particular, analizaremos

tres enfoques basados en la utilidad, la novedad y la redundancia respectivamente.

Utilidad para medir el interés

Es dificil predecir la utilidad de una regla y definir una medida para
ello. Silberschatz y Tuzhilin (1996) propusieron dividir el espacio de las reglas
encontradas en clases de equivalencia, asociando a cada clase un tipo de accién
[Silberschatz and Tuzhilin, 1996]. En [Shen et al., 2002] y [Chan et al., 2003] se
puede encontrar una técnica para obtener reglas de acuerdo a unos objetivos
prefijados por el usuario. Utilizan un modelo al que llaman OOA (Objective-
Oriented utility-based Association) para obtener las reglas “ttiles’ utilizando una
adaptacién del algoritmo Apriori. En [Bade et al., 2006] se define también una
funcién de utilidad a partir de los conocimientos expresados por el usuario.
Maximizando dicha funcién proponen un método alternativo para alcanzar mejores

resultados en el caso particular de la clasificacion jerarquica.

Ahora bien, puesto que la utilidad es un concepto altamente subjetivo, éste
puede venir dado o influenciado por varios factores que normalmente son 1itiles
para el usuario, y por tanto, se podria enfocar la busqueda de una medida de
utilidad teniendo en cuenta la accién conjunta de, por ejemplo, diversos factores:

si son necesarias algunas restricciones para que se cumpla la regla, el periodo de
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tiempo de utilidad de la regla, si la regla tiene efectos laterales, si la informacion

obtenida puede utilizarse en el momento, etc.

La novedad y el interés

Algunos autores definen novedad como ‘una hipdtesis H es novedosa, con
respecto a un conjunto de creencias B, si y solo si H no es derivable de B’.
Siguiendo esta definicién, una regla que contradiga el conjunto de creencias

serd sorprendente y novedosa.

Si encontramos una regla inesperada que contradiga alguna creencia del
usuario, deberemos sorprendernos. Padmanabhan y Tuzhilin han trabajado so-
bre el problema de encontrar reglas inesperadas y el conflicto que supone con
el conocimiento y las creencias del usuario [Padmanabhan and Tuzhilin, 1998],
[Padmanabhan and Tuzhilin, 1999], [Padmanabhan and Tuzhilin, 2002] . En tra-
bajos posteriores [Padmanabhan, 2004] y [Padmanabhan and Tuzhilin, 2006] uti-
lizan también los conceptos de “novedad” y “minimalidad” de forma conjunta
para obtener el conjunto minimo de reglas inesperadas para el usuario. Para ello
se basan en la contradiccion légica para generar las reglas inesperadas para el
usuario y en la redundancia para generar conjuntos minimales de reglas.

Otros autores [Colton et al., 2005] también se centran en la novedad, la
verosimilitud y la no-trivialidad como criterios comunes de su sistema de

extraccion.

Hay que tener cuidado cuando extraemos reglas inesperadas. Entre los
problemas que nos podemos encontrar, es la ocurrencia de paradojas, problema
que ha sido investigado por diversos autores. En particular, la paradoja de Simpson
ha sido identificada por muchos investigadores en el &mbito de la mineria de datos.

Por ejemplo, Fabris y Freitas [Fabris and Freitas, 1999] desarrollaron un
algoritmo para detectar esta paradoja y después calcular su magnitud, usando
el grado de sorpresa. En [Padmanabhan, 2004] el concepto de minimalidad débil
es utilizado para desarrollar un método préactico para eliminar algunas paradojas

que surgen usando ciertas medidas de interés.

Otros autores como Zhong y Yao [Zhong and Yao, 2003] hacen una inter-
pretacién un poco distinta del concepto de inesperado, centrandolo en la pecu-
liaridad. Este enfoque conlleva la busqueda de reglas con bajos valores de soporte
que satisfagan unos umbrales minimos para una funcién que mide la peculiaridad
de los datos. Zhong propone ademds una aproximacién usando légica difusa para

la expresion y la interpretacién de estas reglas peculiares.
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La deteccion de novedad en distintos registros de datos es muy im-
portante en técnicas de agrupamiento para obtener una buena clasificacién.
[Markou and Singh, 2003] contiene una visién general de los trabajos mds impor-

tantes que utilizan técnicas estadisticas para encontrar novedad en los datos.

Trivialidad y Redundancia

Cuando se extraen reglas de asociacién el usuario espera obtener reglas no
triviales. Normalmente en el proceso de extraccion se exige que ambos lados de la
regla sean disjuntos para evitar que surjan reglas que contengan en el antecedente
v en el consecuente los mismos items, lo que daria lugar a reglas triviales. Algunos
trabajos tratan la trivialidad desde el punto de vista de la redundancia de un
conjunto de reglas. Este conjunto se considerara minimal y no redundante si desde
cualquier conjunto que lo contenga se pueden obtener el conjunto total de reglas
de interés.

Otros autores definen el concepto de redundancia de una regla con respecto a
otra, mientras que muy pocos trabajan con una definicién de redundancia basada
en un conjunto de reglas [Padmanabhan and Tuzhilin, 2006]. Otros trabajos
definen la redundancia teniendo en cuenta la estructura de las reglas o bien usando
una medida de interés. El principal problema de tomar la estructura de la regla
para definir el proceso de inferencia es que generalmente no se puede calcular
el valor de la medida de interés de las reglas inferidas. Por eso, muchos autores
han optado por hacer una aproximacién conjunta teniendo en cuenta tanto la

estructura de la regla como la medida de interés en cuestién.

Como ejemplos de procesos de inferencia para obtener el conjunto minimal
de reglas no redundantes podemos nombrar algunos basados en el concepto
de closed itemsets y frequent closed itemsets (ver seccién 1.2.1), como en los
trabajos [Zaki, 2000], [Zaki, 2004] de Zaki, en los que se usa la transitividad y
el aumento para derivar el conjunto de reglas de asociaciéon desde un pequeno
conjunto de reglas. Un enfoque parecido se sigue en el trabajo de Bastide
et al. en [Bastide et al., 2000]. Jaroszewicz y Simovici presentan un método
para desechar reglas redundantes usando un principio de maxima entropia

[Jaroszewicz and Simovici, 2002].

2.1.3. Tipos de Medidas de Interés

En esta seccién analizaremos con mas detalle los tres tipos de medidas de interés

presentados en la Figura 2.2, describiendo las propuestas més representativas en
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cada uno de ellos.

Desviaciones y Medidas de Similitud

Las llamadas medidas de similitud intentan medir y cuantificar la dife-
rencia o la igualdad entre la informacién capturada por dos objetos. En
particular, se puede destacar el uso de estas medidas en el ambito de
las reglas de clasificacién [Roubos et al., 2000] y también en Recuperacién
de Informacién [Martinovic et al., 2008]. Otros trabajos a destacar que usan
desviaciones y medidas de similitud son [Piatetsky-Shapiro and Matheus, 1994],
[Roddick and Rice, 2001], [Roussinov and Zhao, 2003].

Medidas de Interés Objetivas

Las medidas de interés objetivas son aquellas que no tienen en consideracién la
participacion del usuario, es decir, inicamente utilizan los datos almacenados para
cuantificar el interés o la importancia de la regla extraida. Como se mostraba en la
Figura 2.2 principalmente hay tres caracteristicas que se han tenido en cuenta para
definir distintas medidas de interés objetivas: la precision, el significado estadistico
y la prediccién.

Muchas de las medidas objetivas se definen para medir el grado de precisién
que posee la regla de asociacién, como por ejemplo la frecuencia de aparicién de los
items en las transacciones. También se han considerado el significado estadistico
de la regla asociandolo con la medida de interés. Por ejemplo, el test estadistico
de independencia x? se ha usado para medir la dependencia entre dos itemsets.

Otros de los enfoques seguidos es el de ver cudl es la capacidad de prediccién
de la regla, es decir, si nos sirve para conseguir nuevas reglas, o bien, si con ella se

pueden predecir reglas que ocurran en un futuro.

Ademés de estos aspectos, hay también otros muchos que se han utilizado
para medir el interés de una regla de asociaciéon de forma objetiva, como son:
la fuerza de la regla, su cobertura (también relacionado con la prediccién),
su precision, la confianza que podemos depositar en ella, etc. Consultar
[Hilderman and Hamilton, 2003] y [Tan and Kumar, 2000], para un andlisis més
detallado. También se han propuesto cudles deberian ser las caracteristicas
deseables que toda medida de interés objetiva deberia tener. Esto lo analizaremos

detalladamente en la seccién 2.1.4.

A continuacién veremos algunas de las medidas objetivas propuestas hasta el

momento por orden cronolégico comentando sus caracteristicas méas notables.
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Major y Mangano usan un factor de predominio [Major and Mangano, 1995]
que ordena las reglas segin el lugar que ocupan en una jerarquia, puntuando
las reglas segin sean potencialmente interesantes, técnicamente interesantes y
genuinamente interesantes. Para ello, tienen en cuenta varios criterios como el
de ejecucioén, simplicidad y significado. Las reglas genuinamente interesantes (GI)
por ejemplo, son aquellas que son simples, mas generales y no redundantes. El
proceso que utilizan es dar tres medidas, una por cada tipo de regla, y después el
experto usa estas medidas para eliminar las reglas que no crea necesarias o que
sean poco interesantes.

También se han hecho otros trabajos con reglas de asociacién que contienen
datos temporales. Ramaswamy et al. crearon una medidas para identificar reglas de
asociacién en series temporales de datos [Ramaswamy et al., 1998]. Esta propuesta
es util para detectar tendencias o patrones que ocurren en periodos concretos de
tiempo. También desarrollaron la medida objetiva llamada lift para determinar la
importancia de cada regla de asociacién.

Wang et al. [Wang et al., 1998] propusieron usar la medida-J de Smyth y
Goodman [Smyth and Goodman, 1992] y otra basada en la confianza para medir
el interés de las reglas.

Hussain et al. [Hussain et al., 2000] utilizan medidas para la entropia para
identificar reglas excepcionales.

La medida de interés propuesta en [Korn et al., 2000] evalia la calidad de las
reglas usando un ‘guessing error’(GE) referido a la estimacién de los valores que
faltan en la base de datos.

Otros autores hacen uso de métricas fundamentales, como por ejemplo,
Ikizler & Gvenir [Ikizler and Gvenir, 2001]. Gago & Bento [Gago and Bento, 1998]
derivan las medidas de interés de métricas para medir la distancia entre dos reglas
para seleccionar aquellas que sirvan para predecir otras reglas; ya que normalmente
las reglas mas interesantes son aquellas que no se pueden predecir del conocimiento
existente.

Para reducir el nimero de reglas extraidas siendo estas més interesantes, en
[Berzal et al., 2002] se propuso usar el Factor de Certeza que analizaremos con
més profundidad en la seccién 2.1.7.

Tan et al. realizaron una revisién de 20 medidas de interés analizandolas segin
la estructura interna de los datos, su coste computacional y los efectos de escala
observados [Tan et al., 2002] .

Jaroszewicz y Simovici utilizan redes Bayesianas para evaluar el interés de
conjuntos de items frecuentes [Jaroszewicz and Simovici, 2004]. En este caso el
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criterio de interés viene dado por el valor absoluto de la diferencia entre el soporte

de la regla y el soporte calculado por la red Bayesiana.

En la tabla 2.1 podemos ver varios ejemplos de medidas de interés descritas
usando el modelo formal visto en 1.2, por lo que a representa el nimero de
transacciones de la base de datos que contienen al antecedente y al consecuente a la
vez, b las que contienen al antecedente pero no al consecuente, ¢ las que contienen
el consecuente y no al antecedente, y por ultimo, d el nimero de transacciones que
no contienen ni al antecedente ni al consecuente. Podemos encontrar un resumen

de dichas medidas en [Lallich et al., 2006] y [Tan et al., 2004].

Medida Férmula Acrénimo
SOpOrte m SUP
Confianza GLH) CONF
Confianza Centrada % CENCONF
11 a—b
Ganascia P GAN
: : ad—bc
Piatetsky-Shapiro ThTerd PS
Loevinger % LOE
ad—bc
Zhang mda(btd) HaT )] ZHANG
Coeficiente de Correlacién ad—be R
\/(a+b)(c+d)(atc)(b+d)
Indice de Implicacién be—ad IMPIND
\/(a+b+c+d)(a+b)(b+d)
. 7 a(a+b+c+d)
Lift o Interés Tatb)(ato) LIFT
Coseno alatbietd) 1S
(a+b)(a+c)
s TP, a—b
Minima Contradicciéon o LC
Conviccién % CONV
Sebag-Schoenauer 2 SEB
. a(b+d)
Factor de Bayes Bato) BF
Odds Ratio ‘Z—‘Ci «

Tabla 2.1: Medidas de interés objetivas para reglas de asociacion

Freitas [Freitas, 1998], [Freitas, 1999] reconocié el amplio abanico de medidas

que habia y propuso para las futuras medidas de interés unos ciertos criterios que
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deberian tenerse en cuenta a la hora de definir una buena medida de interés:

= El numero de atributos. Las reglas con pocos antecedentes son generalmente
mas faciles de comprender y las reglas con muchos antecedentes pueden
aparecer a veces debido al ruido de los datos o bien pueden ser un caso

especial.

= Coste de la mala clasificacion. Dependiendo del contexto en el que se trabaje,

un falso positivo puede ser menos danino que un falso negativo.

= Clases de la distribucion. Los resultados dependeran de la clasificacién o

division de los datos hecha.

= Orden de los atributos. Algunos atributos seran mejores a la hora de
discriminar entre clases, asi si se encuentran dichos atributos en una regla,

reflejard que ésta es mds importante que el resto.

= Asimetria de la medida. Serd mejor una medida que sepa distinguir entre

antecedente y consecuente.

Ademds de las medidas objetivas, también estdn las medidas subjetivas
que permiten la participacion del usuario o incluso se pueden combinar ambas
para obtener un conjunto de reglas interesantes segun los criterios del usuario
[Sinoara and Rezende, 2006]. En la siguiente seccién veremos las propuestas més

importantes usando medidas subjetivas.

Medidas de Interés Subjetivas

Las medidas objetivas no son suficientes para discernir entre las reglas mas
interesantes para cada usuario en el proceso de mineria de datos. Sin embargo, las
medidas subjetivas intentan solventar dicho inconveniente usando generalmente
las creencias del usuario para ordenar los patrones descubiertos en el algoritmo de
DM escogido en cada caso. Esto es lo que los autores llaman medir la novedad o
lo inesperado de una regla. Ademds también se tienen en cuenta si la regla es 1til
y no trivial.

La novedad dependerd del sistema de referencia propuesto, que podemos
convenir que sea el conjunto de creencias del usuario. La utilidad de la regla se
medird de acuerdo a un conjunto de objetivos que el usuario quiere conseguir. Y
la no trivialidad la podriamos asociar a la parte no subjetiva del interés, es decir,

que haya estadisticamente datos que sustenten la regla o bien que dicha regla no
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pueda obtenerse de otras reglas obtenidas con anterioridad. Esto tltimo podriamos

conseguirlo si la regla es no redundante.

Liu et al. hacen un pequeno anélisis sobre las medidas subjetivas de interés y
consideran que éstas deben tener en cuenta si la regla es inesperada por el usuario
(unexpectedness) y también si es tutil (usefulness) para él [Liu et al., 1999a],
[Liu et al., 2000]. Pero como ya hemos comentado, en realidad éstas serian las
propiedades subjetivas que deberia tener la regla, pero no hay que olvidar que

también es importante la parte objetiva.

Silberschatz y Tuzhilin [Silberschatz and Tuzhilin, 1996] basan la identificacién
de reglas interesantes en si éstas son imprevistas y ttiles, midiendo el interés de
una regla en términos de cémo afecta al sistema de creencias del usuario, dando

éste un grado de confianza a cada creencia.

Hay varias técnicas para concebir los sistemas de creencias del usuario y esto
normalmente implica un ejercicio de adquisiciéon del conocimiento del dominio de
los expertos. En los trabajos hechos hasta ahora se han usado principalmente
las siguientes herramientas para reconocer las reglas mas interesantes usando el

conocimiento subjetivo del usuario:

= Medidas probabilisticas. Se han utilizado aproximaciones Bayesianas para
poder usar probabilidades condicionadas [Silberschatz and Tuzhilin, 1995],
[Silberschatz and Tuzhilin, 1996].

= Medidas para la distancia sintactica. Este enfoque se basa en la distancia
entre las nuevas reglas y el conjunto de creencias. Por ejemplo, si los
consecuentes de una regla son los mismos que los esperados por el usuario,
pero los antecedentes son muy distintos, entonces la regla se consideraria
interesante [Liu et al., 1999a].

= Contradiccion légica. Una medida estadistica objetiva es usada para medir
si la regla es esperada o no (mediante soporte y confianza por ejem-
plo), y después se analiza si hay alguna diferencia con los grados espe-
rados por el usuario de dichas medidas [Padmanabhan and Tuzhilin, 1999],
[Padmanabhan and Tuzhilin, 2002].

A continuacién veremos un resumen de los trabajos mas representativos que

usan la participacién del usuario para encontrar las reglas mas interesantes.

Trabajo 2.1. User-expectation Method
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Liu et al. proponen un método llamado ‘user-expectation’ donde se le pregunta
al usuario qué reglas espera encontrar de acuerdo a su conocimiento o a sus
sensaciones [Liu et al., 1999a]. Una vez almacenadas estas reglas, el sistema usa
una técnica difusa para obtener aquellas reglas en contra de las expectativas del

usuario y después las ordena de acuerdo a los resultados obtenidos.

Formalmente, sea D la base de datos. Una técnica de DM, T, se aplica a D para
obtener las reglas de asociacién. Un subconjunto B de estas reglas debe satisfacer
los umbrales de soporte, confianza o de otras medidas estadisticas impuestas por
el usuario. Sea I el conjunto de reglas interesantes (subjetivas) para el usuario,

luego se tiene que I C B, y debemos tener en cuenta que:

= Dada una misma base de datos D y el conjunto de reglas B, distintos usuarios

estaran interesados en distintos subconjuntos de B.

= No todas las reglas de I son igualmente interesantes. Cada una tendra un

grado distinto de interés.

= ] debe ser un conjunto dindmico en el sentido de que el usuario puede estar

interesado o no en una regla dependiendo de factores tales como la fecha.

En general, B es mucho més grande que I. Esto implica que muchas de las reglas
encontradas por T no son interesantes o tiles. Lo deseable es que un sistema sélo
dé al usuario el conjunto de reglas interesantes y que ademas las ordene por grado

de interés.

Las reglas que se manejan en el método propuesto por Liu et al. seran de la
forma
Pl/\PQ/\.../\Pn—>C

donde “A” denota la conjuncién, y P; son proposiciones de la forma (atributo OP
valor) donde atributo es el nombre del atributo en la base de datos, valor es un
posible valor para atributo, y OP € {=,#,<,>,<,>} es el operador. C es el

consecuente que tendrd la forma {clase = valor).

Recordemos que la aproximacién utilizada en este caso es la que podemos
observar en (d) de la Figura 2.1. En ella se usa un post-analisis llamado TAS
(Interestingness Analysis System) para ayudar al usuario a identificar reglas
interesantes.

En este procedimiento, primero deberemos saber las creencias del usuario,
y de acuerdo a ellas evaluaremos el grado de conformidad con las reglas. Hay

principalmente dos pasos en la técnica propuesta por estos autores:
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Paso 1. El usuario propone las reglas que él espera encontrar en la base de datos D.

Estas podran ser reglas difusas.

Paso 2. El sistema compara cada regla encontrada B; € B con cada regla esperada
por el usuario E; € F. Segun el parecido de dichas reglas, se ordenan para

dar al usuario las reglas més interesantes.

Para realizar el segundo paso, en [Liu et al., 1999a] se proponen cuatro
algoritmos diferentes para ordenar las reglas y mostrarselas al usuario. Como ya
hemos comentado, el usuario introduce su conocimiento por medio de reglas del
mismo tipo que las obtenidas por el sistema, pero puede hacer uso de variables

lingtifsticas difusas.

Denotaremos por W; el grado de compatibilidad entre la regla descubierta por
el sistema B; € B y el conjunto de reglas esperadas por el usuario F; y usaremos
w(;,j) para medir dicho grado entre B; y E; € E. Asf dependiendo del valor de W;
ordenaremos las reglas en orden decreciente, siendo mas interesantes aquellas con

menor compatibilidad. Para calcular w; ;) seguiremos dos pasos:

1. Compatibilidad de los atributos. En este paso se comparan los atributos
que aparecen en B; y en Ej. Para ello se almacenan en A; jy los atributos

comunes a B; y F; y después se calcula

[ A

Loy = —1 01
“D 7 mdx(Jey b))

donde |ej| y |b;| son el nimero de atributos en el antecedente de E; y B;

respectivamente.

2. Compatibilidad en el valor de los atributos. Los autores denotan por V(; ;)
al grado de compatibilidad entre el valor del atributo ax que se encuentra
en B; y Ej, y llaman Z; ;) al grado de compatibilidad entre los valores
del consecuente. Dependiendo de dichos valores se obtendran las reglas maés

interesantes.

Como hemos mencionado, los valores w; ;) pueden servir para ordenar las
reglas encontradas conforme a las hipdtesis y creencias del usuario. Asi los autores
proponen dos formas de calcular w; jy y por tanto de calcular W;. Para mas
detalles consultar [Liu et al., 1999a].
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Trabajo 2.2. TAS: Interestingness Analysis System

Liu et al. dan en [Liu et al., 2000] una segunda aproximacién al problema de
medir lo inesperado de una regla de acuerdo a las creencias del usuario.

Este trabajo también utiliza el sistema de TAS (Interestingness Analysis
System) visto en la seccién anterior y que podemos observar en de la Figura 2.1(d).
Para que los usuarios especifiquen sus creencias utilizan un lenguaje no muy
complejo que se basa en la representacién del conocimiento mediante relaciones
asociativas con los items que aparecen en la base de datos, y su sintaxis tiene
la misma forma que una regla de asociacién. El lenguaje permite tres grados de

precision para el conocimiento:

= impresiones generales (GI), estdn dadas por conjuntos de items que el usuario

cree que estan asociados entre si pero no sabe de qué forma;

= conceptos razonablemente precisos (RPC), vienen dados por reglas que el

usuario cree que podran cumplirse; y

= conocimiento totalmente preciso (PK), es un conjunto de reglas que el usuario

especifica de forma precisa.

Los primeros dos tipos representan el conocimiento con vaguedad y poco preciso
que posee el usuario, mientras que el tltimo tipo se refiere al conocimiento preciso.

El lenguaje que los autores utilizan también hace uso de la idea de jerarquia
entre clases y los conceptos que pertenecen a las clases, pudiendo formar nuevas

clases en cualquier momento del proceso segin las necesidades del usuario.

Después de analizar el conocimiento sobre el dominio del usuario, el sistema lo
utiliza para analizar las reglas obtenidas.

Sea U el conjunto de creencias del usuario y A el conjunto de las reglas de
asociacién obtenidas en el proceso de DM. La medida que utilizan los autores para

ordenar las reglas depende del concepto de regla interesante que tengamos:

» Reglas conformes. Una regla A; € A es conforme a una regla U; € U del
conocimiento del usuario si el antecedente y el consecuente de ambas reglas

no difieren mucho.

= Reglas con consecuente inesperado. Una regla A; € A tiene el consecuente
inesperado con respecto a U; € U si los antecedentes son similares pero no

lo son los consecuentes.
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= Reglas con antecedente inesperado. Es similar al caso anterior pero siendo en
este caso los antecedentes muy distintos. Este tipo de reglas son muy ttiles
para el usuario debido a que el resultado que éste esperaba se consigue con

distintos antecedentes de lo esperado.

= Ambos lados de la regla inesperados. Una regla A; € A tiene ambos lados
inesperados con respecto a U; € U si los antecedentes y los consecuentes
son inesperados. Estas reglas dirdn al usuario que hay asociaciones que él no

tuvo en cuenta o no conocia al especificar el conjunto de creencias inicial.

Una vez calculadas las medidas asociadas a estos cuatro tipos de reglas
podremos ordenarlas de forma descendente respecto del conocimiento del usuario
dado por U.

Trabajo 2.3. Item-Relatedness

Shekar y Natarajan basan el estudio de la medida de interés subjetiva tratando
de definir un aspecto de “unexpectedness” que definen como “relacién entre
atributos” (item relatedness) [Shekar and Natarajan, 2004]. Para ello consideran
el caso de las transacciones de la bolsa de la compra. En este contexto puede
ocurrir que un mismo item pertenezca a varias categorias debido a que tenga
caracteristicas similares a otros items o funcionalidad parecida. El usuario espera
que los items muy relacionados se compren juntos en una transacciéon. Por ejemplo,
es normal que el que compre pan de molde también compre mantequilla. Pero es
raro que se compren juntos pan de molde y boligrafos. Luego este ultimo caso si
ocurriese, seria interesante porque contiene dos items no relacionados o muy poco
relacionados. Asi podemos mantener una relacién inversa entre interés e items
relacionados.

El proceso general que llevan a cabo los autores para identificar las reglas

interesantes se basa en las siguientes apreciaciones:

= En primer lugar se obtienen las reglas de asociacién de la base de datos
usando los umbrales impuestos por el usuario de minimo soporte y minima

confianza.

= Después, las creencias y expectativas del usuario son expresadas en forma de
taxonomia? difusa, donde los nodos hoja muy préximos representan items

que tienen similar funcionalidad.

2Una taxonomia es un érbol donde los nodos son conceptos y las ramas representan relaciones
entre los nodos-padre y los nodos-hijo.
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= Las propiedades estructurales de la taxonomia difusa se utilizan para calcular

la relacién entre varios items de una regla de asociacién.

= Elinterés de la regla se calcula usando la estructura de la regla y las relaciones

entre cada par de items en ella.

= El dltimo paso es ordenar las reglas obtenidas dependiendo del grado de

interés asociado.

Si observamos los dos enfoques anteriores, podemos identificarlos con la
Figura 2.1(d), sin embargo este enfoque se ajusta al esquema representado en
la Figura 2.3.

Datos > DM N( Reglas >

Usuario < Taxonomia >
~ Difusa

Figura 2.3: Aproximacion para identificar patrones interesantes

v

. Proceso: ,/ Reglas ordenadas
Medir el Interés \__ porInterés /

Una vez introducido el concepto basico de medida de interés y después del
breve recorrido por las distintas propuestas en este campo, nos centraremos en
las propiedades que deberia cumplir una buena medida objetiva de interés en la

préxima seccién.

2.1.4. Principios a Cumplir por las Medidas de Interés

En los apartados anteriores hemos presentado las distintas propuestas para
medir el interés de una regla de asociacion. Para establecer qué medida es la ade-
cuada en cada situacién, destacan varios trabajos que proponen unos requisitos
minimos que deberia cumplir toda medida de interés. Estos requisitos, también lla-
mados axiomas o principios, varian dependiendo de si evaluamos una medida para
clasificacién, una subjetiva o una objetiva. Entre los trabajos que llevan a cabo este
cometido se encuentran [Piatetsky-Shapiro, 1991], [Major and Mangano, 1995],
[Kamber and Shinghal, 1996], [Freitas, 1998] y [Hilderman and Hamilton, 2001].
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Para evaluar las medidas de interés objetivas la propuesta hecha por Piatetsky-
Shapiro [Piatetsky-Shapiro, 1991] junto con una extensién hecha por Major y
Mangano [Major and Mangano, 1995] es la mds aceptada por el resto de inves-
tigadores.

A continuacién, veremos en qué consisten las distintas propuestas, las
analizaremos y estudiaremos en profundidad y ademaés discutiremos sobre la
conveniencia de anadir dos nuevos principios a los tres ya presentados por
Piatetsky-Shapiro. Mas adelante en la secciéon 2.1.6 retomaremos esta discusién
para justificar el uso de dichos principios (los tres de Piatetsky-Shapiro junto
con los dos nuevos propuestos por nosotros) mediante el modelo 16gico. De esta
forma, estableceremos una relacién directa entre los principios y algunas clases de
cuantificadores-4ft. Para acabar la seccién, probaremos que el factor de certeza
[Berzal et al., 2002] cumple todos los principios usando para ello el modelo.

Propiedades Propuestas con Anterioridad

En la literatura sobre reglas de asociacion podemos encontrar varias propuestas
para enumerar cuales son las propiedades deseables que deberia tener una medida
de interés. En particular, dichas propuestas suelen centrarse en el estudio de las

propiedades de cualquier medida de interés objetiva.

El primer trabajo en esta linea fue el propuesto por Piatetsky-Shapiro en 1991
donde introdujeron tres principios que permiten establecer el comportamiento
deseable para cualquier medida de interés a la que nombraremos por RI (Rule

Interestingness) [Piatetsky-Shapiro, 1991].

Sea N el nimero total de transacciones que posee una base de datos D.
Consideremos la regla de asociacién ¢ — . Notaremos por |¢|,|¢] v |¢ A 9| al
numero de transacciones que contienen o satisfacen ¢, y ¢ A1 respectivamente.
Entonces las propiedades dadas por Piatetsky-Shapiro pueden enumerarse como

sigue:

PS-1. RI =0si|e Ay| = |¢| || /N. Si ey son estadisticamente independientes,
entonces la regla no es interesante.

PS-2. RI es mondétona creciente en | A 9] si el resto de pardmetros estén fijos;

PS-3. RI es monétona decreciente en || (v en |9)|) si el resto de pardmetros estan
fijos.

Donde el conjunto de pardmetros es justamente {|¢|, [¢], [¢ A |}.
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El primer principio propuesto por Piatetsky-Shapiro [Piatetsky-Shapiro, 1991]
puede traducirse en que toda medida debe tener un valor significativo que indique
cuando hay independencia estadistica entre el antecedente y el consecuente de la
regla, ya que si esto ocurre basta hacer una traslacion de dicha medida para que

el valor 0 indique dicha independencia.

Ademsds, el cumplimiento del principio PS-1 induce varias consecuencias: (1)
RI es positiva si [ A | > |¢| || /N, es decir, ¢ depende positivamente de ¢; y
(2) RI es negativa si [p A Y| < |p| || /N, es decir, ¢ depende negativamente de ).
Esto influye en la direccién de la regla de asociacion, si ¢ depende positivamente
de v entonces tenemos evidencia de que la regla ¢ — 1 es interesante, y si ¢
depende negativamente de 1) entonces tenemos evidencia de que la regla ¢ — ¢
es interesante. Estos principios tienen otras implicaciones interesantes detalladas
también en [Piatetsky-Shapiro, 1991].

Una de las medidas de interés que cumple todas estas propiedades es la

propuesta por Piatetsky-Shapiro en [Piatetsky-Shapiro, 1991]:

RI = |p Ayl — el [9] /N (2.1)

aunque hay otras muchas medidas que también satisfacen dichos principios (ver
por ejemplo [Tan et al., 2002]).

En [Major and Mangano, 1995], Major y Mangano propusieron un cuarto
principio complementario a los tres dados por Piatetsky-Shapiro pero en un
contexto particular. Ellos utilizan la medida de interés para definir una relacion de
orden entre reglas. Cada regla tiene una medida asociada que viene representada
por un punto en un espacio bidimensional donde las dos dimensiones son la
cobertura (el soporte del antecedente) y el factor de confianza de la regla. Dicho

principio puede enunciarse como sigue:

M-4. RI es mondtona creciente en |p]| si el factor de confianza estd fijo y supera

un umbral minimo impuesto por el usuario.

Muchos autores han considerado dicho principio como una cuarta propiedad
que deberia cumplir toda medida de interés complementando las tres propuestas

por Piatetsky-Shapiro.

Kamber y Shingal propusieron un quinto principio orientado a extender los
cuatro anteriores pero en el contexto de reglas caracteristicas, un tipo particular
de reglas que no estudiaremos aqui [Kamber and Shinghal, 1996].
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Freitas criticé en general la forma de formular los distintos principios que hemos
comentado, argumentando que dicha formulacién requiere que algunos factores no
cambien, y por tanto, propone un conjunto de factores que varian dependiendo
del tipo de medida de interés tomada [Freitas, 1999]. Dependiendo del valor de
dichos factores se considerard que la medida es buena o no. Pero la mayoria de los
factores que proponen estdn asociados a un tipo especifico de reglas de asociacién,

en este caso, a las reglas de clasificacién.

Hay otros trabajos que describen un conjunto de axiomas que deberia cumplir
toda medida de interés pero solamente son validos para unos tipos especificos de
reglas de asociacién. En particular Hilderman y Hamilton describen un conjunto
de cinco principios que deberia cumplir cualquier medida de interés usada para
ordenar resimenes segin su importancia generados desde la misma base de datos
[Hilderman and Hamilton, 2001]. Tan et al. estudian distintas propiedades que
puede cumplir una medida para poder distinguir las que sean ma&s interesantes
atendiendo a si cumplen o no dichas propiedades [Tan et al., 2002], como por
ejemplo: simetria de la medida bajo permutacién de una variable, variaciéon a

cambios de escala en los datos, etc.

Podemos observar que el cuarto principio que ha sido considerado hasta ahora,
propuesto por Major y Mangano, es un poco dificil de formular y de extraer su
significado. El primer problema que nos encontramos es el uso de un umbral en
la definicién, que puede ser util para ordenar la importancia de las reglas y para
desechar desde el principio aquellas que no sean interesantes. El problema es que
en dicha situacion puede parecer una propiedad deseable, pero en principio no dice
nada concreto sobre la medida de interés. Ademéds muchos autores lo han utilizado

como cuarto principio porque no se podia obtener de los tres anteriores.

Si observamos con mas detenimiento la definicién de M-4 podemos deducir que
la medida de interés que la cumpla, necesariamente es una medida no acotada. La

siguiente proposicién lo justifica [Delgado et al., 2010b].

Proposicion 2.1. Sea RI una medida de interés para reglas de asociacion que

satisface el principio M-4. Entonces RI no puede estar acotada.

Demostracion. Lo probaremos usando el contrarreciproco.

Supongamos que RI esta acotada. Como RI verifica el principio M-4 entonces
RI es creciente en |p], es decir, RI crece cuando aumenta |p|. Puesto que hemos
supuesto que RI estd acotada, supongamos que alcanza su maximo valor para una

regla a la que llamaremos 71 = ¢ — 1 en la base de datos D;. Si tomamos la
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base de datos D5 que consiste en las transacciones de Dy duplicadas, la regla 1
también se encontrard en Dy y tendra el mismo valor de RI, que justamente es su
méximo valor (ya que estd acotada).
Esto contradice que RI cumpla M-4, ya que dicha medida deberia crecer puesto
que |¢| se ha duplicado.
[ |

En la siguiente secciéon propondremos dos nuevos principios que complementan
los tres propuestos por Piatetsky-Shapiro para poder distinguir las medidas de in-

terés que a nuestro parecer consideraremos ‘buenasé con un buen comportamiento.

2.1.5. Nuevos Principios para una Buena Medida de Interés

Hasta ahora hemos analizado los distintos principios propuestos en la literatura,
y las propiedades recogidas en los principios PS-1, PS-2, PS-3 que son a nuestro
juicio deseables para cualquier medida de interés. Pero son insuficientes, puesto
que hay medidas como LIFT, Odds Ratio («) o el Coeficiente de correlacién (R)
de la Tabla 2.1 que cumplen los principios PS-1, PS-2 y PS-3 y no estan acotadas
o no cumplen propiedades como las expuestas en [Tan et al., 2002] que pueden ser

importantes dependiendo del tipo de regla de asociacién que queramos obtener.

Por esta razén queremos anadir dos nuevos principios para que complementen
a los tres anteriores [Delgado et al., 2010b] basdndonos en la fuerza de la regla de
asociacién y en que esta debe estar acotada para poder imponer un umbral minimo
del cumplimiento de la misma. Los dos nuevos principios los notaremos por O-4 y

0-5 y son los siguientes:
O-4. RI debera estar acotada y ser menor o igual que 1.

O-5. RI deberd cumplir los cuatro principios anteriores para el contrarreciproco

de la regla también.

El cuarto principio O-4 estd motivado por el establecimiento de umbrales para
discernir entre la reglas interesantes y las que no lo son en absoluto. Un ejemplo
son las reglas fuertes que son aquellas que satisfacen los umbrales de minimo
soporte y confianza. Este principio anula la suposicién del principio M-4 debido a
la proposicion 2.1. Adem&s imponemos que el maximo valor de RI sea 1. Si esto
no ocurriese, puesto que la medida estd acotada, bastaria normalizarla dividiendo

por el maximo valor que pueda alcanzar.
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El principio O-5 impone que cualquier medida de interés tenga el mismo com-
portamiento para una regla y su contrarreciproca. Esta imposicién estd motivada
por la propiedad légica que establece la equivalencia entre una implicacion y su
contrarreciproca (¢ — ¥ = =) — —p).

Adems4s es una propiedad intuitiva a la que estamos predispuestos de manera
inconsciente. Cuando tenemos dos bases de datos con el mismo ntmero de
transacciones satisfaciendo ¢ A ¢, presentamos una mejor predisposicién a aquella
que tenga el mayor nimero de transacciones conteniendo —¢ A —1p. Esto indica
una relacion mas cercana entre el antecedente y el consecuente de la regla. Por
tanto, tener una mayor evidencia en los datos del cumplimiento de una regla y su

contrarreciproca nos da mayor fiabilidad sobre la validez de la regla.

2.1.6. Relacién entre los Principios y las Clases de Cuantifi-
cadores

Este apartado establece una conexién directa entre los cinco principios
propuestos (PS-1, PS-2, PS-3, O-4 y O-5) y algunas de las clases de cuantificadores-
4ft vistos en la seccion 1.2. Esta conexién nos darda un método sencillo para

demostrar cudndo un cuantificador-4ft cumple los anteriores principios.

Formulacién de los Principios usando el Modelo Légico

En primer lugar analizaremos los cinco principios usando el modelo 1égico.

PS-1. RI =0 si ¢ y ¥ son estadisticamente independientes, es decir, si a(a + b+

c+d) = (a+0b)(a+ c). Pero esta condicién puede simplificarse:

ala+b+c+d)=(a+Dd)(a+c) <
a®>+ab+ ac+ ad = a®> + ac + ba + be &
ad = be.

Por tanto, es razonable cambiar la condicién de independencia por el
cumplimiento de la igualdad ad = bc. Equivalentemente, RI = 0 si
ad—bc = 0. Con esta notacién podemos inferir dos interesantes propiedades:
(1) si ad — be > 0, entonces @ estd positivamente asociada a v; y (2) si
ad — bc < 0, entonces ¢ estd negativamente asociada a ¢. Resumiendo, este
principio nos dice que si ad = bc entonces la regla no es interesante y por
tanto la medida RI (en este caso el valor del cuantificador-4ft) debe ser cero.



80

PS-2.

PS-3a.

PS-3b.

0-4.

0-5.1.

Capitulo 2. Resultados Tedricos

RI es mondtona creciente en a = |p A 1| cuando a + ¢ y a + b permanecen
fijos (ya que el resto de pardmetros que se tienen en consideracién son |y|
y |¥]). Con una formulacién matemadtica, podemos reescribir este principio

de la siguiente forma:

Sia; <ag, ap+ci=ax+cpyar+by =az+by
= Rl(al,bl,cl,d) < RI(CLQ,bQ,CQ,d)

RI es mondtona decreciente en a + b cuando a y a + ¢ permanecen fijos.
Es decir, si a y a + ¢ permanecen constantes (equivalentemente, a y ¢ no
varfan), la regla es menos interesante cuando b aumenta. Por tanto, la regla
serd mas interesante cuando b disminuya y a, ¢ permanezcan invariantes.

Formalmente:

Sibi >by, a1 =a2yci=c

= RI(CLl,bl,Cl,d) S RI(ag,bQ,Cg,d)

RI es monétona decreciente en a 4 ¢ cuando a y a + b permanecen fijos.
Es decir, si a y a + b son constantes (equivalentemente, a y b no varfan),
la regla serd menos interesante cuando ¢ aumente. Por tanto, la regla
serd mas interesante cuando ¢ disminuya y a, b permanezcan invariantes.
Matematicamente:

Sici > ey, a1 =azy b =by

= RI(CLl,bl,Cl,d) < RI(CEQ,bQ,CQ,d)

El cuarto principio propuesto puede traducirse como: = (a, b, ¢,d) < 1 para
todos a,b,¢,d donde n =a+b+c+d, y = (a,0,0,d) = 1 para cualesquiera
a,d donde a + d = n. Esto significa que la regla es muy interesante si todas
las transacciones cumpliendo ¢ también cumplen ¥ y aquellas satisfaciendo

- también satisfacen —p.

. Recordemos que el principio O-5 se define en términos del cumplimiento de

los cuatro principios anteriores pero para el contrarreciproco de la regla. El

anterior andlisis se puede repetir de forma aniloga para este caso.

—1) v ¢ son estadisticamente independientes si d(a+b+c+d) = (b+d)(c+d),
iie. RI = 0 si ¢ y ¢ son estadisticamente independientes, puesto que
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0-5.2.

0O-5.3a.

0-5.3b.

0-5.4.

dla+b+c+d) = (b+d)(c+ d) es equivalente a ad = be:

dla+b+c+d)=(b+d)(c+d) &
ad + db + dc + d* = be + bd + de + d* <
ad = be.
Luego, =% y —¢ son estadisticamente independientes si y sélo si ¢ y
1 son estadisticamente independientes. Mdas atin, si ad = bc entonces
~ (d,b,c,a) = 0 debe cumplirse, y es equivalente a imponer que si ad = bc

entonces = (a,b,c,d) = 0.

La regla es mas interesante cuando d aumenta y d + b, d 4+ ¢ permanecen
constantes. Formalmente:

Sidi <dz, di+bi=da+byydi+ci=da+ca

= RI(G,, bla C1, dl) < RI(CL b?a C2, d2)

La regla es més interesante cuando c¢ disminuye y d, b no varian.
Matematicamente:
Sici>cy, dy=dyy b =bo
= RI(CL, bl, C1, dl) S RI(G,, bg, C2, dg)

La regla serd mads interesante cuando b disminuya y d, ¢ permanecen

constantes. Formalmente:
Siby > by, dy =dayci=co
= RI(CL, b1, c1, dl) < RI(CL, bg, c2, dg)

El cumplimiento del cuarto principio para la regla —¢ — - puede
traducirse a que & (d, b, ¢,a) < 1 para todos a, b, ¢, d donde n = a+b+c+d, y
~ (d,0,0,a) = 1 para cualesquiera a,d con n = a+d. Estas dos restricciones
son equivalentes a las condiciones de acotacién impuestas para la regla

@ — 1 ya que a y d juegan el mismo papel.

Relacion entre los Principios y las Clases de Cuantificadores-4ft

Usando esta formulacion veremos qué relacion guardan los principios y algunas

de las clases de cuantificadores-4ft presentadas en la seccién 1.2.2.

Proposicion 2.2. Sea RI una medida de interés para reglas de asociacion.

FEntonces,
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(1)
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RI verifica PS-1 si, y solo si, el cuantificador-4ft asociado a dicha medida
cumple que ~ (a,b,e,d) = 0 cuando ad = bc. Las consecuencias del
cumplimiento de PS-1 enumeradas como (1) y (2) se cumplen también
cuando =~ es un cuantificador-4ft comparativo.

RI werifica PS-1 para el contrarreciproco de la regla si, y sdlo si, el
cuantificador-4ft asociado cumple que =~ (d,b,c,a) = 0 cuando ad = be.
Las consecuencias de PS-1 para el contrarreciproco de la regla se verifican si

~ es comparativo.

Demostracion. (1) La primera afirmacién es trivial utilizando el anterior

(1)

analisis:

RI=0si |p AY| = |p||¢| /N < = (a,b,c,d) = 0 si ad = be.
Si el cuantificador-4ft =~ asociado a la regla ¢ = 1) es comparativo, entonces
Val(e = ) = true implica que ad > be; i.e. ¢ y ¥ asociados positivamente

(RI positiva) implica que ad > be. Al contrario, Val(y =~ ) = false

implicara que ad < be.

Andlogo al caso (1).
]

Proposicion 2.3. Sea RI una medida de interés para reglas de asociacion.

FEntonces

(1)

PS-2 y PS-3 se cumplen si, y solo si, el cuantificador-4ft asociado = es doble

implicacional.

(i1) PS-2 y PS-3 se cumplen para la regla y su contrarreciproca si, y sdlo si el

cuantificador-4ft = asociado es un cuantificador-4ft equivalente.

Demostracion. El resultado es trivial a partir del anterior andlisis (PS-2, PS-3a y
PS-3b para (I) y 0-5.2, O-5.3a y O-5.3b para (II)). |

Proposiciéon 2.4. Sea RI una medida de interés para reglas de asociacion.

FEntonces

(1) RI cumple O-4 si, y sdlo si, el cuantificador-4ft asociado satisface:

~ (a,b,c,d) <1 Va,b,c,d
donde |D|=a+b+c+d, y

~ (a,0,0,d) =1 Va,d tales que a+d=n.
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(1) RI werifica O-4 para el contrarreciproco de la regla si, y sdlo si, el

cuantificador asociado satisface:
~ (d,b,c,a) <1 Va,b,cd
con|Dl=a+b+c+d, y
~ (d,0,0,a) =1 Y a,d tales que a+ d=n.
Demostracion. La demostracién es trivial. ]

Corolario 2.1. Una medida de interés RI cumplird los principios PS-1, PS-2 y

PS-3, si y solo si, el cuantificador-4ft asociado =~ verifica lo siguiente:

| |
Q

es comparativo,
= siad = bc entonces =~ (a,b,c,d) =0, y
= = es doble implicacional.

Corolario 2.2. Una medida de interés RI cumplira PS-1, PS-2, PS-3, O-4 y O-5

si, y solo si, el cuantificador-4ft asociado = verifica lo siguiente:
=  es comparativo,
= si ad = be entonces = (a,b,c,d) =0,
s ~ (a,b,c,d) <1V a,b,e,d donden=a+b+c+d,

= ~(a,0,0,d)=1Va,d conn=a+d, y

Q

. es un cuantificador equivalente.

Demostracion. Es necesario tener en cuenta que (I) y (II) en las proposiciones 2.2
y 2.4 son equivalentes ya que el papel de a y d se puede intercambiar en ambos

Casos. |

Esta nueva propuesta da una forma sencilla de probar si una medida de interés
para reglas de asociacién (o el cuantificador-4ft que se define a partir de dicha
medida) cumple los tres primeros principios (desde PS-1 hasta PS-3) y los dos
nuevos principios que hemos considerado. También queremos remarcar que los
principios O-4 y O-5 propuestos por nosotros en el capitulo anterior sélo afectan al
cumplimiento de algunas condiciones extra, siendo una de ellas que el cuantificador

esté acotado, lo cual, se reduce a probar dos simples condiciones. La otra se
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reduce a probar que el cuantificador sea equivalente en lugar de solamente doble

implicacional.

A continuacién veremos cémo el factor de certeza [Berzal et al., 2002] puede
verse como un cuantificador-4ft. Después probaremos tedricamente que es una

buena medida de interés puesto que cumple los cinco principios anteriores.

2.1.7. El Cuantificador-4ft Factor de Certeza

La teoria de los factores de certeza fue introducido por Shortliffe y Buchanan
en [Shortliffe and Buchanan, 1975] y fue utilizada por Sanchez [Sanchez, 1999],

[Berzal et al., 2002] como una alternativa a la confianza.

Definicién 2.1. [Delgado et al., 2003a] El factor de certeza, FC, de una regla

@ — 1 se define como

Conf(p — 1) — sop(v)) i Conf(o —
ol si Conf(¢ — v) > sop(t)

FO(p — ) = (2.2)

Conf(p — 9) —sop(¢)) i Conf(o — SO
ST si Conf(p — 1)) < sop(1))

imponiendo que si sop(¢) = 1 entonces FC(p — 1) = 1y si sop(¢)) = 0 entonces
FC(p — ) =—1.

El factor de certeza toma valores entre [—1,1]. Es positivo si ¢ y ¢ estdn
asociados positivamente, es 0 cuando hay independencia y, es negativo si estan
asociados negativamente. El factor de certeza puede interpretarse como una
medida de la variacion de la probabilidad de que el consecuente 1 esté en
una transaccion cuando consideramos sélo aquellas transacciones en las que se
cumple . De forma maés especifica, un FC positivo medira el crecimiento en la
probabilidad de que % no esté en una transaccién sabiendo que ¢ si lo estd. Para

los valores negativos tiene una interpretacion similar.

Ademsds el factor de certeza reduce el nimero de reglas obtenidas siendo
éstas mas fuertes que las obtenidas con la confianza (ver [Delgado et al., 2003a] y
[Berzal et al., 2001] para una descripcién més detallada del problema). El uso del
duo soporte/FC soluciona también un problema esencial en la falta de seméantica
de la probabilidad condicional, y en consecuencia, de la seméantica de la confianza.
El factor de certeza provee un significado tutil para medir la validez de una regla
de asociacién y se utilizard para la extraccion de reglas muy fuertes como veremos

en la siguiente seccion.
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A continuacién definiremos el cuantificador-4ft factor de certeza y después
estudiaremos sus propiedades usando el modelo légico.

En primer lugar necesitaremos definir el soporte de un itemsets en términos
del modelo. Para ello extenderemos el concepto de soporte para itemsets en lugar
de para reglas. Si ¢ y ¢ son itemsets y 4ft(p, 1, D) = {(a,b,c,d) es su tabla-4ft

asociada, sus soportes vendran dados por

(¢) = —at? ()= —9t
SO = ———, S0 =
P = e btetrd P a+b+c+d
Ahora si podemos definir el cuantificador-4ft factor de certeza, ~pc, de una regla

de asociacion ¢ ~ 1 como

=7 (a,b) —sop(v))

si =7 (a,b) > sop(y)

1 —bsop(l/))
~rc (a,b,c,d) = { =1 (aéog)wsop(w si =7 (a,b) < sop(v) (2.3)
0 en otro caso.

Recordemos que imponer que = (a,b) < sop(y) es equivalente a

a < a—+c
a+b a+b+c+d
y por tanto a ad < be. Andlogamente = (a,b) > sop(v) es equivalente a ad > be.

El cuantificador-4ft ~p¢ induce los predicados légicos asociados a la regla de

asociacién ¢ ~pc 1 como veremos a continuacion.

Sean 0 < p <1y 0 < Base < a+ b+ c+ d dos umbrales predefinidos por el
usuario, entonces se cumple lo siguiente:

= Siad > be, i.e. ¢ y 9 estan asociados positivamente, entonces

Val(e =pc ¥) = true <
~pc (a,b,c,d) >p A a>Base A d> Base.

= Si ad = bc, entonces ¢ y 1 son estadisticamente independientes <=
~rc (a,b,¢,d) = 0.

= Siad < be, entonces ¢ y ¥ estan asociados negativamente <=
~rc (a,b,c,d) <0.

El factor de certeza da mas informacién que la confianza sobre los itemsets
involucrados en la regla, ya que también permite ver si estdn asociados
negativamente. Observemos que las dos primeras propiedades prueban que el factor
de certeza cumple la propiedad PS-1 dada por Piatetsky-Shapiro. Seguiremos
probando que el ~g¢ es un cuantificador equivalente.



86

Capitulo 2. Resultados Tedricos

Proposicién 2.5. Sea =~pc (a,b,c,d) el cuantificador-4ft factor de certeza

definido por la ecuacion (2.3). Entonces ~pc (a,b,c,d) € E, i.e. pc (a,b,¢,d)

es un cuantificador-4ft equivalente.

Demostracion. Tenemos que probar que si se cumple

ad>a N V<b AN <c AN d>d

entonces debe cumplirse que

Para ello, es facil ver que la definicién dada mediante la ecuacién (2.3) es

equivalente a la siguiente

ad — be

m si ad > be
XFC (a’a b7 c, d) =40 si ad = be (24)
ad — be .
si ad < be.

(a+b)(a+c)

Supongamos que

o =a+k, b=b-1l, =c—s, d=d+p

donde k,I,s,p > 0. Dividiremos la demostracién en tres casos distintos:

Caso 1. Si ad > bc entonces la desigualdad a’d’ > b'¢’ también se cumple. Bajo

esta suposicion deberemos probar que
~rc (a+k7b7lacf S,d+p)7 ~FC (a,b,c,d) > 0.

En este caso,

bc — ad (a+Fk)(d+p)—(b—-1)(c—s) (NI)
(a+b)(b+d)  (a+k+b—0)Db—1+d+p) (DI)

>0

donde
(N1) = (bc—ad)(a+k+b—-0)(b—1+d+p)+
+[(a+k)(d+p)— (b—=D(c—3)]*(a+b)(b+d)
(D1)=(a+b)(b+d)(a+k+b—1)(b—1l+d+Dp)

Es suficiente probar que (N1) > 0 porque (D1) es siempre positivo ya que
b—1>0.
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Podemos simplificar (N1) de la siguiente forma

(N1) = adl(a + ¢+ d) + b*(ck + dk + ap + cp + kp)+
+ b(dk(c + d) + adl + cI*> + pa® + acp + kp(a + ¢ + d))+
+1(ad — be)(b+ k4 p) + s(b—1)(ab + b* + ad + bd)

Asf es facil ver que (N1) es > 0 usando que ad > bcy que b—1 > 0.

Caso 2. Si ad < be y a’d < V', deberemos probar que se cumple la siguiente

desigualdad:
bc — ad (a+l<:)(d+p)—(b—l)(c—s):(N2)>0
(a+b)(at+c) (a+k+b-—Da+k+c—s) (D2)~
donde

(N2)=(bc—ad)(a+Ek+b—D(a+k+c—2s)
+[(a+E)d+p)—b—-D(c—s)]*(a+Dd)(a+c)
(D2) =(a+b)(a+c)la+k+b—1)(a+k+c—s)
Luego es suficiente probar que (N2) > 0 porque (D2) es otra vez positivo.
Simplificando (N2) asi:
(N2) = a®p + bek(d + p) + a*(p(c + k) + d(l + 5) + b(p + 5))
+ ab(kp + ck + cp + ds) + ak(cp + dl + ds) + (bc — ad)(k* + ak)+
+ (b — 1)(bck + sba) + (¢ — s)(cbk + lad + a1 + cla)
es facil ver que (N2) > 0 puesto que bc —ad >0, b—1 >0y c—s>0.

Caso 3. Siad < bcy d'd >V, tenemos que probar que se satisface

be — ad n ad —bd >0
(a+b)(a+c) (¢ +0)V +d)

pero esto es inmediato debido a que se cumplen ad < be 'y a’d’ > b'c.
|

Gracias a esta proposicion podemos reescribir el cuantificador factor de certeza
como =p¢ ya que es un cuantificador equivalente.

Adema&s, =p¢ depende de d, luego no es implicacional. La siguiente pregunta
que nos podriamos hacer es si es un cuantificador X-equivalente, pero mediante un
contraejemplo podemos ver que no es asi. El cuantificador =g ¢ seria Y-equivalente
si siempre que

d+d>a+d N b+ <b+e
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se cumple la desigualdad
=FrC (a’, b/, C/, d/) Z =FC (a, b, C, d)

Si tomamos (a,b,c,d) = (3,1,1,2) y (a/,¥',,d") = (5,1,1,1), es facil comprobar
quead +d =6>5=a+d y V+=2=b+c, pero

1 5
=rc (5,1,1,1) = £ =033 < 041> &5 ==pc (3,1,1,2)

donde hemos usado la primera parte de la definicién dada en la ecuacién (2.3) ya
que d’'d =5>1=¥bc y ad =6 > 1= be. Concluimos entonces que el factor de

certeza no es un cuantificador ¥-equivalente.

La proposicién 2.5 establece que el factor de certeza pertenece a la clase de
los cuantificadores equivalentes. Ademés hemos visto que =g¢ cumple el primer
principio PS-1, estd acotada por 1 y =p¢ (a,0,0,d) = 1, luego cumple los cinco
principios propuestos para las medidas de interés (corolario 2.2).

Ademés el cuantificador factor de certeza mide la asociacién positiva (ad > be)

y la negativa (ad < bc) entre el antecedente y el consecuente de la regla.

El anélisis hecho en esta seccién pone de manifiesto lo simple que es probar
formalmente las propiedades de los cuantificadores-4ft y en consecuencia, las cinco
propiedades propuestas (PS-1, PS-2, PS-3, O-4 y O-5) para las medidas de interés
para reglas de asociacion. El factor de certeza fue estudiado anteriormente en
[Delgado et al., 2003a], [Delgado et al., 2003b] donde se prueba empiricamente que
provee mejores resultados que la confianza, extrayendo ademas un conjunto menor
de reglas, propiedad muy interesante cuando se trabaja con bases de datos de
gran tamano. Por tanto, en esta secciéon hemos dado una demostracién formal que
prueba el porqué de los buenos resultados que obteniamos en la préctica, puesto
que el factor de certeza cumple los cinco principios que hemos propuesto para una
‘buena’ medida de interés.

A continuacién definiremos en términos del modelo formal algunas propiedades
y conceptos de interés para reglas de asociacién que nos seran de utilidad en las

proximas secciones.

2.1.8. Una Nueva Formulaciéon para Reglas Fuertes y
Muy Fuertes

El procedimiento general para calcular reglas de asociacién consiste en

encontrar aquellas reglas cuyo soporte exceda el minimo impuesto por el usuario y
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que el valor que mide la relacién entre el antecedente y el consecuente sea lo mayor
posible. La medida mas famosa para medir dicha relacién es la confianza, aunque
hemos visto que no es la tnica, ni siquiera la mejor entre todas las propuestas. Pero
al ser la més usada, se suele emplear el término fuerte para decir que el soporte y
la confianza de la regla exceden los umbrales minimos impuestos llamados minsop

y minconf respectivamente.

Pero muchos autores han estudiado algunos de los inconvenientes del uso
del par soporte/confianza para calcular reglas de asociacién [Sdnchez, 1999],
[Brin et al., 1997], [Silverstein et al., 1998], [Berzal et al., 2002]. Para solucionar
algunos de estos inconvenientes y para asegurarnos que las reglas descubiertas
sean interesantes y precisas, en [Sdnchez, 1999] y [Berzal et al., 2002] se propone

el concepto de regla muy fuerte que veremos a continuacion.

Definicién 2.2. [Sénchez, 1999] Una regla de asociacién ¢ — v es muy fuerte si

las reglas ¢ — 1 y = — —p son fuertes.

Para calcular la precision de las reglas de asociacién nosotros usamos el factor
de certeza en vez de la confianza. El factor de certeza tiene propiedades muy
interesantes que podemos encontrar en [Sénchez, 1999] y que hemos justificado
en la seccién anterior. Ademads también se utiliza para extraer reglas muy fuertes

como veremos a continuacion.

Segin la definicién anterior, para que la regla de asociaciéon ¢ — 1 sea muy
fuerte usando el factor de certeza es necesario que se verifiquen las siguientes

condiciones [Sdnchez, 1999]:

1. Sop(¢ — 1) > minsop,

2. Sop(—p — —p) > minsop <= 1 — sop(p) — sop(vp) + Sop(¢ — V) > minsop,
3. FC(p — ) > minFC,y

4. FC(—p — =) > minFC.

Las dos ultimas condiciones son equivalentes si F'C(¢ — 1) > 0. Usaremos
estas condiciones para definir formalmente las dos posibilidades para acotar el
valor de los cuantificadores-4ft a los que llamaremos un uso fuerte o muy fuerte
de los cuantificadores-4ft.

Observemos que la tabla-4ft M€ asociada al contrarreciproco de la regla ¢ =~ v
conocida M = {a, b, ¢, d) es:
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Analizando las propiedades del factor de certeza usando este modelo 16gico es facil
probar que las dos primeras condiciones son equivalentes a imponer que a > Base
y d > Base respectivamente, donde 0 < Base < a+b+ c+d. Las dos ultimas, nos
dicen que dado un umbral llamémosle 0 < p < 1, el valor del cuantificador-4ft para

las reglas de asociacién debe satisfacer que = (a,b,¢,d) > py = (d,b,c,a) > p.

Definiciéon 2.3. Un cuantificador-4ft =~ se usa de un modo fuerte cuando se

imponen las dos condiciones siguientes:
~ (a,b,c,d)>p A a> Base

donde 0 < p <1y 0< Base < a-+b+c+d. Ademas se usard de un modo muy

fuerte cuando se imponen las siguientes condiciones:
~ (a,b,c,d)>p AN =(d,b,c,a)>p A a>DBase A d> Base.

Dependiendo de las imposiciones que establezcamos para el valor del
cuantificador, estaremos buscando reglas fuertes o muy fuertes siguiendo la
definicién anterior. En particular, el cuantificador-4ft factor de certeza =p¢ se usa
siempre de un modo muy fuerte, esto es debido a que a y d son intercambiables al

definir =FC-

Definicion 2.4. Un cuantificador-4ft ~ es contrasimétrico si
~ (a,b,c,d) = =~ (d,b,c,a).

Usando las dos tltimas definiciones (2.3 y 2.4) es sencillo probar que un
cuantificador contrasimétrico se usard de un modo muy fuerte si satisface

solamente las tres condiciones siguientes:
~ (a,b,c,d)>p A a>Base A d> Base (2.5)

donde 0 <p<1lyO0< Base<a+b+c+d.

Observemos que para que un cuantificador contrasimétrico cumpla los cinco
principios (PS-1 hasta O-5) bastard con que satisfaga los cuatro primeros. Un
ejemplo de cuantificador contrasimétrico es el factor de certeza =pc pero sélo

cuando ad — be > 0, es decir cuando mide asociaciones positivas.
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2.1.9. Conclusiones

El anélisis desarrollado en esta seccién nos muestra una conexién directa entre
la clase a la que pertenece un cuantificador-4ft y las propiedades de la medida
de interés que tiene asociada. Puesto que el uso de los cuantificadores-4ft, ya
sea fuerte o muy fuerte, viene dado mediante su acotaciéon por umbrales, hemos
impuesto el principio O-4 que es una condicién indispensable cuando se precisa
restringir o acotar la busqueda de reglas de asociacion. El principio O-5 lleva
implicita la idea de implicacion que contiene el concepto de regla de asociacién.
Aunque debemos distinguir entre asociacién y casualidad, que seria la propiedad
asociada al concepto formal de implicacién, es cierto que si una medida de interés
mide el grado de asociacién del contrarreciproco de la regla, més seguros estaremos

del vinculo existente entre dos itemsets.

Mediante la adicién de estos principios a los tres de Piatetsky-Shapiro,
obtenemos que comprobar el cumplimiento de todos ellos es (a grandes rasgos)
lo mismo que probar que el cuantificador-4ft asociado es comparativo (distingue
independencia), acotado y equivalente. Generalmente la comprobacién de dichas
propiedades es sencilla y simplemente requiere un poco de céalculo del tipo de la

proposicién 2.5, que serd mas complejo dependiendo de la medida en cuestion.

En la siguiente seccién, continuaremos con el desarrollo del modelo formal
para obtener una extension consistente para la extraccion de reglas de asociacién
difusas. Como consecuencia de la generalizacion del modelo, presentamos una

forma sencilla de extender medidas de interés para validar reglas difusas.
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2.2. Modelo para la Extraccién de Reglas

Difusas mediante Niveles de Restriccion

El modelo GUHA proporciona una forma adecuada de representar la
informacion contenida en una base de datos cuando fijamos dos itemsets mediante
la llamada tabla-4ft, asi como de las medidas utilizadas para medir la validez,
utilidad, independencia, interés, etcétera entre ellos. Esta seccién pretende ofrecer
otra de las ventajas de utilizar este modelo para representar y evaluar reglas de
asociacién: su portabilidad y adaptabilidad a otros ambientes. En [Karban, 2003],
[Karban et al., 2004], [Héjek et al., 2004] podemos ver algunos de los esfuerzos
hechos para adaptar el modelo para extraer diversos tipos de reglas: reglas SDS
(Sets Differs from Sets) y reglas de asociacién condicionales.

En esta seccién, desarrollaremos el modelo formal para representar reglas de
asociacién difusas. Esta extension nos permitird construir un método para extender
las medidas de interés para reglas de asociaciéon en medidas para reglas difusas
[Delgado et al., 2008¢], [Delgado et al., 2009]. Este método utilizard bésicamente
dos herramientas: el modelo 16gico y el sistema de representacion mediante niveles

de restriccién visto en la seccién 1.3.

2.2.1. Generalizacion del Modelo para Reglas Difusas

Muchas de las medidas propuestas para validar las reglas de asociacién crisp
estan definidas en términos de probabilidades. El soporte y la confianza son
ejemplos de ello. El modelo de representacién mediante niveles de restriccién
ofrece una buena herramienta para extender conceptos crisp al campo difuso, en
particular, usando RL-probabilidades este tipo de medidas pueden ser ficilmente

extendidas al caso difuso como presentamos a continuacién.

Consideremos los conjuntos difusos I' 4 y I' 3 definidos en D como T'4(7) = 7(A)
y Tp(7) = 7(B) respectivamente® (ver definicién 1.7). Para las medidas de
interés que pueden ser expresadas en términos de probabilidad, podremos calcular
las RL-representaciones asociadas a las RL-probabilidades. En nuestro caso,
las RL-probabilidades serdn P(T'4) y P(I'z) que notaremos por P(A) y P(B)
respectivamente, y sus RL-representaciones por (AP(A)»PP(A))v (AP(B)va(B))~
Del mismo modo, calcularemos las RL-probabilidades de la conjuncién de T'4
y ', la RL-probabilidad condicionada, etc, todas ellas siguiendo las ecuaciones
(1.20) y (1.23).

3 Ay B son conjuntos crisp de items disjuntos y I's, T'5 son conjuntos difusos definidos en D.
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Usando las RL-probabilidades podemos generalizar cualquier medida dada en
términos de probabilidad como mostramos en las definiciones siguientes para los

casos particulares de soporte y confianza.

Definicién 2.5. (Soporte de un itemsets) Sea A C I un itemsets y (Ap 4y, Pp(4))
la representacién de la RL-probabilidad asociada al conjunto difuso T4 en D.

Entonces, el soporte de A en la base de datos difusa D se define como

sop(4) = D (i = aisr) (ppgay i) - (2.6)

W€ Ap(4)

Siguiendo un razonamiento parecido definiremos el soporte y la confianza para

una regla difusa A — B.

Definicién 2.6. (Soporte de A — B) Sean A, B C I dos itemsets disjuntos y sea
(Ap(inB)s PP(AnE))s la RL-representacién de la RL-probabilidad P(T4ATp) en

D. Definimos el soporte de la regla difusa A — B en D como

Sop(A—B)= 3 (ai—air1) (ppians (@) - (2.7)

@€ Apinp)

Definicién 2.7. (Confianza de A — B) Sean A, B C I dos itemsets disjuntos y
sea (Ap(g|4), Pp(5|4)) 1o RL-representacién de la RL-probabilidad P(I'g|T4) en

D. Definimos la confianza de la regla difusa A — B en D como

Conf(A—B) = > (ai— 1) (Ppa (@) - (2.8)

€ Ap(pa)

Queremos remarcar que en las anteriores definiciones A P(AnE) Y A P(B|A) SOn
justamente A ; UAg.

Acabamos de ver cémo se puede generalizar de forma sencilla las medidas de
interés que estdn en términos de probabilidades, pero hay otras medidas que no
tienen esta propiedad. Para ellas, presentaremos un método por el que pueden
ser generalizadas también al caso difuso. En este proceso usaremos que cualquier
medida de interés utiliza las frecuencias entre las posibles combinaciones con los
itemsets involucrados en la regla de asociaciéon. Esta propiedad es la que utiliza
el modelo formal que estamos estudiando. Mediante una adecuada extensién,
obtenemos un nuevo modelo para reglas de asociacion difusas basado en el anterior

que serd la pieza clave en el proceso de generalizacién de las medidas de interés.

Consideremos los conjuntos difusos I'4 y T'p definidos en D como T 4(7) = 7(A)

y Tp(7) = 7(B) respectivamente. De acuerdo con lo expuesto en la seccién 1.1.2
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podemos obtener sus respectivas RL-representaciones que notaremos por (A 3, p 5),
(Mg, pp), definidas como se describe en las ecuaciones (1.20) y (1.23).

Los conjuntos de items: AA B, AAN—-B,—~AA B,-AA—-B forman una particién
de la base de datos D (al igual que lo hacian p A, o A=), g Ath y =p A=) para el
caso crisp). Del mismo modo, podemos considerar los conjuntos difusos asociados
definidos en D con sus respectivas RL-representaciones a las que llamaremos
(AingrPing)s (MinapsPinap)> etc. Observemos que los RL-sets que aparecen
contendran los mismos niveles de restriccién, es decir, todos ellos serdn igual a
AA @] AB‘

Para cada a € Ay, py(a) es un conjunto crisp, luego podremos calcular su
cardinal como viene siendo habitual, y lo notaremos por |py (a)].

De esta forma para cada nivel de restriccién o; € A; U Aj definimos la tabla
4ft asociada My, = 4ft(T'4,T'p, D, a;) como

Mo, | T Top
FA a; bi

F-a | ¢ d;

donde a;,b;,¢; y d; seran enteros no negativos tales que a; = |p,5(q)|, bi =
|0 i (i)| y andlogamente con ¢; y d;.
Observemos que Yo; € A ; U Az se tiene que

ai+bi+ci+dv;:n:|D|- (2.9)

Usando la representaciéon que nos ofrece el modelo 1égico para reglas difusas,
es facil generalizar cualquier tipo de medida de interés crisp al caso difuso, en
particular, cualquier cuantificador 4ft. A continuacién lo comprobaremos para los

casos particulares de soporte y confianza.

Definicién 2.8. (Soporte de un itemsets) Sea A C I un itemsets y (A, p;) la
RL-representacion asociada al conjunto difuso ['4 en D. Entonces, el soporte de

A en el conjunto de transacciones difusas D se define como

sop(A) = > (i — @ig1) ("’A(a)'> (2.10)

aieAA ‘D‘

Si consideramos la parte derecha de la formula (2.10) y usamos la tabla 4ft
asociada a los itemsets A y B para calcular el nivel de restriccién «; es facil ver
que:

lpalas)l ai +b;

= = 2.11
|D| a; +b; +c¢i+d; (211)
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que es justamente lo que conocemos como soporte de un itemsets cuando la base
de datos es crisp. Ademds como hicimos notar anteriormente, a; + b; + ¢; + d;
permanece constante para cualquier nivel de restriccién y es justamente el niimero
de transacciones (en este caso difusas) de D que notaremos por n como viene
siendo habitual.

De forma parecida definiremos el soporte y la confianza para la regla de
asociacién difusa A — B.

Definicién 2.9. Sean A, B C I dos itemsets disjuntos y (Aj,p4), (Aj,pp) las
RL-representaciones asociadas a los conjuntos difusos I y I'genD. Entonces, el
soporte de la regla difusa A — B en D se define como

Sop(A — B) = sop(A A B)
P ans(@i)l (2.12)
= Z (0 — Qtig1) <AB>

aiEAAUAB |D|

Definicién 2.10. Sean A, B C I dos itemsets disjuntos y (A, p4), (Ag, pg) las
RL-representaciones asociadas a los conjuntos difusos LA y I's en D. Entonces,

la confianza de la regla difusa A — B es

Conf(A — B) = Z (a; — aiy1) (=1 (as,bi))

aieAAUAé

1pa05(0) (213)
- ¥ (ai%l)«mBz)
@i €A ;UM 5 pa(ci)]

La anterior definicién tiene el inconveniente de que pueden surgir indetermi-

naciones de la forma “%”

cuando |p;(a;)| = 0. Esto ocurre cuando no existen
transacciones cumpliendo el antecedente y el consecuente a la vez de entre ningu-
na transaccién que cumple el antecedente. Por tanto, para preservar la definicién
1.6 de regla de asociacién difusa, en dichos casos tomaremos el valor 1 para dicha
indeterminacién.

En el siguiente teorema demostramos que el modelo 16gico para reglas difusas

generaliza al modelo para reglas de asociacién crisp.

Teorema 2.1. Sean A y B dos itemsets de una base de datos crisp D. Entonces el
modelo logico difuso presentado anteriormente coincide con el modelo para reglas

de asociacion crisp.

Demostracion. Para ver que la anterior formulacion es una buena generalizacion
del caso crisp, primero definiremos los conjuntos difusos asociados a A y B vistos
como si fueran itemsets difusos: T4 (t) = t(A), T 5(t) = t(B) € [0,1] donde ¢ es una



96 Capitulo 2. Resultados Tedricos

transaccién de D y t(A),t(B) € {0,1} vienen dados por una funcién indicadora

de la forma:

1 sidet
t(A) = (2.14)
0 siAé¢t
De forma analoga para B.
Los RL-sets asociados tanto a I'4 como a I'p serdn Aj=Az ={1}. Y las

RL-representaciones asociadas serdn: (A z,pz) v (Ag,pp) con

Ai={teD|t(A)>1}={te D|Aet}
Bi={teD|t(B)>1}={teD|Bet}

pi(1)

2.15
pi(1) (219)

De forma andloga podemos calcular las RL-representaciones para los conjuntos
f‘A A fB, f‘A A —|f‘B, —\fA A fB, ﬂfA A —|I~‘B. Por tanto, la tabla 4ft para el nivel
de restriccion «a = 1 coincide con la tabla 4 ft para los itemsets crisp A y B vista
en la seccién 1.2:
Ml =M B -B
A ay b1
-A C1 d1

Con respecto a las medidas para la validez de las reglas difusas, es inmediato

ver que para el caso crisp coincide con los cuantificadores-4ft:

Y (e —ain) (= (i by e, dy)) = (1= 0) (= (a1, br, e1,dn)).

OéiEAAUAB

Observemos que las medidas de soporte y confianza para el caso difuso
coinciden con la generalizacién presentada en [Delgado et al., 2003a] en la que
se utiliza una aproximacién semantica basada en la evaluacién de sentencias
cuantificadas (ver también [Delgado et al., 2008d]) usando el método GD y el

cuantificador relativo difuso la mayoria Qps(z) = x para evaluar las sentencias.

A continuacién presentaremos dos ejemplos de los cuales el primero nos
mostrard detalladamente, mediante una pequena base de datos difusa, cudl es
el proceso para calcular el soporte y la confianza de las reglas difusas usando el

modelo 1égico propuesto.
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En la seccién anterior demostramos que el factor de certeza satisface los
principios deseables para una buena medida de interés. El segundo ejemplo
extiende el factor de certeza para poder utilizarlo para reglas difusas y conservar

asi sus buenas propiedades a la hora de extraer reglas difusas.

Ejemplo 2.1. Sean I = {iy,ia,...,i6} ¥ D; la base de datos difusa de la Tabla
2.2. Consideremos los itemsets A = {i1,i3} y B = {i4}. Los conjuntos difusos
asociados 'y y 'z que podemos ver en la Tabla 2.3 tendran RL-representaciones
(Az,pz) vy (Ag,pp). En la Tabla 2.4 vemos sus RL-representaciones y las RL-
representaciones resultantes de aplicar la negacién a ambos conjuntos difusos y la

conjuncién entre ellos.

i de i3 da s

Ty 102 1 09 09

73105 01 07 06 O
74106 0 0 05 05
75104 01 06 0 0

Tabla 2.2: Conjunto de transacciones difusas D1

Calcularemos el soporte y la confianza de algunas reglas de asociacién difusas
en Dy siguiendo el modelo propuesto. Si tomamos por ejemplo los itemsets
A = {i1,i3} y B = {is}, usando las anteriores RL-representaciones podemos
ver cudles son las tablas 4 ft(/\/lai,f 4,T', D) para cada nivel de restriccién en
A ; UAj (Tabla 2.6). De esta forma, podemos comprobar que el soporte de la
regla A — B es 0.233 usando la ecuacién (2.12) y su confianza es 0.517.

T4l 1 08 05 0 04 0
' 109 0 06 05 0 0

Tabla 2.3: Conjuntos difusos T4 y 'z
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Q; PA P P-4 P-B
1 ¢ {F2, 73, 71, T, To } D {71}
0.9 ¢ D D ¢
0.75 | {73, 76} D {71, 72,74, 75} | ¢
0.1 | {3, 74,76} D {71, 72,75} )

Tabla 2.4: RL-representaciones asociadas a f‘A, f‘B, ﬁf‘A, -I'p.

a; Ping | Pin-B P-AnB P~ Arn-B
1 ) o {72, 73,74, 75,76} | {71}
0.9 ¢ ¢ D ¢
0.75 | {73,76} o) {71, 72, T4, 75} ¢
0.1 | {F5, 71,76} o {71, 72, 75} ¢

Tabla 2.5: RL-representaciones asociadas a las posibles conjunciones entre los

conjuntos difusos fA, f‘B, —\fA, —\fB.

Si tomamos C = {i1,i5} vy E = {is} tendremos que el soporte de la regla
difusa C — FE es también 0.233, pero su confianza es igual a 1. Queremos
resaltar que la confianza es 1 puesto que 7;(C) < 7;(FE) para todo i = 1,2,...,6
siguiendo la definicién 1.6. Si usamos la férmula para la confianza dada en (2.13)
también llegamos al mismo resultado pero teniendo en cuenta que cada vez que
aparezca la indeterminacion “%” tendremos que considerarla como 1 como ya se
coment después de la definicién 2.10.

Otras reglas de asociacién que pueden encontrarse en Dy se encuentran en la

siguiente tabla:

Regla Soporte | Confianza
{ia} — {is} 0.233 0.683

¢

Este segundo ejemplo no es més que otro ejemplo de extensiéon de una medida
de interés crisp para reglas difusas. Extenderemos la definiciéon del factor de
certeza presentado en [Berzal et al., 2002], el cual, visto como cuantificador, lo
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a; | b; | ¢ | d;

My O 11015
Moo | 1T |00 5
Mos | 1| 1]0] 4
Mo | 1| 1] 1] 3
Mos | 2| 1] 1] 2
Moa | 2211

Tabla 2.6: 4ft(M,,, A, B, E) con o; € Ay UAR

denotamos por =p¢ en la seccién anterior después de probar tedricamente sus
buenas propiedades para la extraccién de reglas de asociacién. Esta extension al
caso difuso sera utilizada en la seccién 2.3 cuando busquemos reglas difusas en un

tipo particular de base de datos formado por bolsas.

Ejemplo 2.2. Sean X,Y C I dos itemsets disjuntos en D y sea 4ft(X,Y,D) =
(a, b, ¢, d) su tabla-4ft asociada. El cuantificador =r¢ asociado al factor de certeza

viene dado por:

ad — bc :

m si ad > be

=FC (0’7 b,C, d) = 0 si ad = be
ad — be )

m si ad < be.

Para generalizar al caso difuso este cuantificador, es decir, si consideramos que
X, Y son dos itemsets disjuntos difusos en D s6lo tenemos que considerar la tabla-
4ft para cada nivel de restriccién de A¢ U Ay (la unién de los RL-sets de Cxy

I'y) y calcular:

=FC (X — Y) = Z (Oéi - Oéi_H) (EFC (ai,bi,ci,di)) (2.16)
OciGA)“(UA‘“/
donde las RL-representaciones de ambos itemsets deben estar normalizadas para
que se cumpla la definicién 1.6.
En particular, para la base de datos difusa Dy, y las anteriores elecciones de

itemsets, tenemos los factores de certeza asociados en la Tabla 2.7.

Observemos, que en el caso de X = {i1,i5}, Y = {is} tendremos que normalizar

sus RL-representaciones (dividir todos los niveles de restriccién por el mayor de
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Regla Soporte | Confianza | Factor de Certeza
{i1,i3} — {is} 0.233 0.517 0.238
{i1,i5} — {ia} 0.233 1 1
{i1,i2} — {is} 0.2 0.8 0.6
{is} — {i5} 0.233 0.683 0.59

Tabla 2.7: Factor de certeza para algunas reglas difusas en Dy

ellos, en este caso, dividiremos por 0.9) para obtener el valor 1 para el factor de
certeza puesto que si 7;(X) < 7;(Y) para todo ¢ = 1,...,6 la regla de asociacién

es totalmente cierta. ¢

2.2.2. Otras propuestas

Definir las reglas de asociacion difusas es un paso casi inmediato basdndonos en
la generalizacién de conjuntos (intervalos) por conjuntos difusos (intervalos difuso).
Por lo que las reglas descubiertas en una base de datos pueden ser representadas
lingiifsticamente de forma m&s comprensiva y amigable para el usuario como
vimos en la secciéon 1.1.2. Sin embargo, la evaluacion de las reglas difusas
mediante medidas de validez apropiadas no es tan sencillo [Dubois et al., 2003].
Especialmente si asumimos la seméantica asociada a la regla difusa. A este respecto,

se han desarrollado varias propuestas, entre las que destacamos las siguientes:

= Sudkamp establece medidas de validez para reglas difusas basindose en una
clasificacién de las transacciones en tres tipos: ejemplos, contraejemplos y
ejemplos irrelevantes [Sudkamp, 2005]. Segun el grado de pertenencia de las
transacciones a estos tres conjuntos, se calculan las medidas de confirmacion

y confianza para reglas difusas.

= Dubois et al. [Dubois et al., 2006] proponen un método para derivar las
medidas para reglas difusas de forma sistemdtica basandose, de nuevo,
en la clasificacién de los datos en ejemplos, contraejemplos y ejemplos
irrelevantes asociados a una regla. En el caso difuso, la correspondiente
particion seré difusa y hay distintas formas de definirla dependiendo en la
semantica que se quiera reflejar en la regla. Segin esta propuesta, se pueden
definir distintos tipos de reglas difusas, como que basan su definiciéon en un

enfoque basado en la conjuncién de conjuntos o bien en un enfoque basado



2.2. Modelo para la Extraccion de Reglas Difusas mediante Niveles de Restriccion 101

en la implicacién. Dichas propuestas coinciden en el caso crisp por lo que no
se distinguen como ocurre con las reglas difusas (ver la versién extendida de
[Dubois et al., 20006]).

= De Cock et al. proporcionan también un estudio de la semantica de las reglas
difusas mediante la definicién de los llamados ejemplos positivos y negativos
asociados a la regla [Cock et al., 2005].

La idea clave de nuestra propuesta es, en cierto modo, la misma que en los
anteriores ejemplos ya que el modelo formal nos brinda la clasificacién de las tuplas
en cuatro tipos distintos. La principal diferencia es que nosotros no medimos en
los conjuntos en los que dividimos las tuplas, si no que primero vemos en cada
nivel de restriccién cudles son las tuplas que corresponden a cada tipo y después
agregamos la medida para cada nivel segun la diferencia entre los niveles.

De esta forma, en cada nivel nos dara una medida de la validez de la regla que
se ird agregando a lo largo de los niveles, pudiendo incluso disminuir la medida
global difusa como ocurre por ejemplo en el caso de las medidas de interés cuyo
rango de valores oscila en el intervalo [-1,1].

Otra propuesta interesante que también utiliza RL-representaciones es la dada
en [Molina et al., 2009]. Los autores manejan tanto la presencia como la ausencia
de items para obtener reglas de asociacion crisp en cada nivel de restriccién, de
forma que pueden utilizar las medidas de interés usuales para reglas crisp para
ver si en un determinado nivel de restriccién se cumple una regla de asociacién.
Ademas proveen una medidas que sirven para resumir la informacién obtenida en
el RL-set, es decir, en el conjunto de todos los niveles de restricciéon usando para
ello la misma generalizaciéon obtenida con nuestra propuesta para el soporte, la
confianza y el factor de certeza difusos. No obstante su propuesta difiere de la
nuestra en que una vez que la regla crisp satisface los umbrales impuestos para

dichas medidas, se considera que la regla se cumple en dicho nivel de restriccién.

En la siguiente seccién presentaremos varias propuestas para extraer
conocimiento en base de datos donde los items pueden aparecer més de una vez

en cada transaccion. Este tipo de transacciones son conocidas como bolsas.
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2.3. Extraccion de Conocimiento en Bolsas

Muchas de los datos que nos podemos encontrar en la vida real involucran pares
de la forma (item, cantidad). Este tipo especial de dato puede ser caracterizado
usando la teoria de bolsas o multisets. Las reglas de asociacion estudiadas hasta
ahora (ver la seccién 1.1) aunque surgieron en el contexto de las bolsas de la
compra, no sacan toda la informacién de interés concerniente a la cantidad de los
articulos de la bolsa, si no que més bien se han centrado en medir cuando los
articulos se compraban conjuntamente en la mayoria de las transacciones. De esta
forma, las reglas de asociacién encontraban relaciones de la forma la mayoria de
las transacciones que contienen pan también tienen mantequilla, y se las notaba

usando una implicacién pan — mantequilla.

Es cierto que desde su aparicion las reglas de asociacién han evolucionado
para desarrollar nuevos tipos de asociaciones que se ajusten a los datos que
estemos manejando, como las reglas difusas, o que intentan extraer nuevos tipos
de conocimiento, como las reglas graduales y las tendencias. Pero los esfuerzos por
involucrar en este tipo de asociaciones nuevos factores tales como la cantidad, el

tiempo, la importancia, la utilidad, etc. son aun escasos.

En esta seccion ofreceremos varios procedimientos para extraer diversos tipos
de conocimiento procedente de bolsas y estableceremos relaciones entre articulos
involucrando su cantidad, por ejemplo reglas del tipo: la mayoria de las bolsas
que contienen una barra de pan, también contienen dos litros de leche. La
teoria de las bolsas [Yager, 1986], [Delgado et al., 2003c| pretende formalizar cémo
especificar la cantidad asociada a un item en una transaccién, de esta forma,
una bolsa contendrd maés informacién que una simple transacciéon puesto que
dice cuantos items aparecen, y por tanto, una bolsa puede ser vista como
una generalizaciéon del concepto de transacciéon. Por ello, las asociaciones que
establezcamos proporcionaran una informacién mas amplia sobre la relacién entre

dos conjuntos de items.

Ademsds, este tipo especial de transacciones a las que hemos denominado
bolsas pueden aparecer afectadas de incertidumbre. Mas aun, es normal el uso
de expresiones imprecisas que involucran cantidad, como puede ser “la mayoria
de la gente que compra mucho pan también compran mucha leche”. La Teoria de
los conjuntos difusos [Zadeh, 1965] vuelve a ser una base excelente para expresar
conocimiento vago o impreciso de forma significativa y manejable. En el caso de las

reglas de asociacién ya vimos cémo los conjuntos difusos ayudan en su formulacién
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y posterior extraccién de las reglas difusas o cuantitativas difusas [Gyenesei, 2001],
[Chen and Wei, 2002], [Delgado et al., 2003a]. Estas mismas herramientas pueden
adaptarse para extraer informacién tanto en bolsas como en bolsas difusas.

En particular, la propuesta que vamos a presentar obtiene distintos tipos de
relaciones entre las variables usando tanto reglas difusas [Delgado et al., 2003a]
como dependencias graduales [Berzal et al., 2007], [Molina et al., 2007] analizadas

con detalle en la seccién 1.1.3.

El resto de la seccidn estd organizada como sigue: primero repasaremos las
definiciones de bolsa y bolsa difusa que nos haran falta para el entendimiento de
nuestras propuestas. A continuacién, haremos un repaso de la tinica propuesta que
hemos encontrado que ofrece asociaciones entre bolsas. Después desarrollaremos
los distintos métodos para obtener reglas difusas y dependencias graduales tanto
en bolsas como en bolsas difusas. Para terminar mostraremos en un ejemplo
las técnicas propuestas para aclarar los distintos procesos y los tipos de reglas

obtenidas en cada uno de ellos.

2.3.1. Bolsas y Bolsas Difusas

Las llamadas bolsas o multisets fueron introducidos por R. Yager en 1986 como
estructuras algebraicas parecidas a los conjuntos donde un elemento podia aparecer
més de una vez [Yager, 1986]. Las bolsas son utiles para modelar situaciones como
las que aparecen en bolsas de la compra aunque puedes usarse en otros contextos.
Por ejemplo, en el mundo real es comun encontrar que varios objetos verifiquen las
mismas propiedades en un cierto contexto (espacio y tiempo), es decir, podremos
decir que dichos objetos son instancias de la misma clase. Una de las aplicaciones
naturales de las bolsas es la de contar cuantos objetos cumplen una determinada
propiedad bajo un contexto dado [Delgado et al., 2003c].

Para definir el concepto de bolsa, en la literatura podemos encontrarnos con
varias definiciones [Yager, 1986], [Delgado et al., 2003c] aunque informalmente
podemos decir que una bolsa B no es mas que una colecciéon de elementos que

pueden contener duplicados.

Definicién 2.11. (Bolsa) Sea I = {i1,...,%mn} un conjunto de items. Una bolsa B
es un conjunto de items, cada uno de ellos no necesariamente distinto. Notaremos

a las bolsas por un conjunto que contiene pares de la siguiente forma:

{1, q1) 5, (br,qw)} (2.17)

donde b; € I y g; es un nimero entero no negativo para todo 1 < j < k.
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Un ejemplo de bolsa podria ser B = {iy,1,13,13,13,%7,47} y se representarfa
por B = {(i1,2), (i3,3), (i7,2) }.

Definicién 2.12. (Bolsa difusa) Una bolsa difusa es una estructura algebraica
cuyos elementos son ternas de la forma (b;, w;, ¢;) donde b; € I denota el objeto
o item, w; € [0, 1] mide la importancia, relevancia u otra caracteristica del objeto

en la bolsa, y ¢; denota el niimero de veces que el par (b;, w;) aparece en la bolsa.

Las bolsas difusas son muy tutiles para modelizar situaciones en las que
manipulamos conjuntamente objetos y sus propiedades y ademads estos objetos
ocurren mas de una vez. Un ejemplo de uso de las bolsas difusas puede ser
la representacién de un conjunto de términos que constituyen la informacién
esencial en un documento (ver el ejemplo 2.5). As{ el conjunto de ternas
(término, importancia, frecuencia) con término € documento es una bolsa
difusa.

A un conjunto de bolsas que guardan alguna relacién entre si, le lla-
maremos base de datos formada por bolsas. En el ejemplo anterior, un doc-
umento es una base de datos formada por bolsas difusas de la forma

(término, importancia, frecuencia).

Definicién 2.13. (Base de datos formada por bolsas o bolsas difusas) Una base
de datos formada por bolsas (difusas) es un conjunto D = {By, ..., B,} donde B;
es una bolsa (difusa) para cada 1 <1i < n.

Ejemplo 2.3. Sea I = {camisas, faldas, pantalones, calcetines, camisetas} el
conjunto de los articulos de venta en una tienda de ropa. Representaremos cada
articulo por aq, as, as, a4, as respectivamente. Los siguientes conjuntos podrian ser
ejemplos de bolsas:

Bl = {<a1,2> 5 <CL3, 1>}
BQ = {<a2,3> 5 <a3, 1> s <a4,2> 5 (a5,3>}
B3 = {<a17 1> ) <a27 1> ) <a373> ) <a475>}‘

que forman parte de una base de datos formada por bolsas a la que notaremos por

Dp representada en la Tabla 2.8.

2.3.2. Anteriores Propuestas

Para nuestro conocimiento, [Hsu et al., 2004] es el tinico trabajo que estudia
cémo obtener reglas en bases de datos formadas por bolsas. La propuesta de Hsu
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Dp | camisas faldas pantalones calcetines (pares) camisetas
B 2 0 1 0 0
By 0 3 1 2 3
Bs 1 1 3 5 0
By 1 2 0 0 2

Tabla 2.8: Base de Datos D; formada por las bolsas By, ..., By.

et al. considera tres tipos diferentes de reglas que pueden ser extraidas de este tipo
de transacciones, es decir, de las bolsas. Las tres clases de reglas las denominan
como reglas simples, generales y semanticas y las explicamos con mas detalle a

continuacién.

1. Las reglas simples son reglas de la forma “(zumo = 3)—(leche fresca = 2)”,
cuyo significado es que si compramos 3 litros de zumo, entonces es probable
que compremos 2 litros de leche fresca. En estas reglas los operadores que
aparecen en ambos lados de la regla deben ser iguales, pudiendo ser alguno
de los del conjunto {=,>}.

2. Las reglas generales son del tipo “(grabador de video = 1)—(cinta de video
> 6)”, representando que si compramos un grabador de video, entonces
seguramente compremos al menos 6 cintas de video. Los operadores utilizados

en este caso pueden ser diferentes siendo alguno de estos tres tipos {=, >, <}.

3. Las reglas semdnticas usan términos semanticos para describir la cantidad.
Una regla seméntica podria ser del tipo “(mucha cantidad de leche
fresca)—(poca cantidad de coca-cola)”. Las reglas semdnticas ayudan a ver si
las relaciones entre los productos son complementarias o bien competitivas.
En [Hsu et al., 2004] presentan dos propuestas para definir los términos
semanticos. La primera de ellas usa intervalos predefinidos por el usuario, y

en el segundo define términos seménticos mediante conjuntos difusos.

Ademas, los autores ofrecen un algoritmo para obtener cada tipo de regla,
probandolos para datos sintéticos y obteniendo mejores resultados cuando usan

las reglas simples y las seméanticas con términos difusos.

El uso de las reglas simples y generales tienen los mismos inconvenientes que

las reglas con atributos cuantitativos debido al gran ntmero de items que se
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generan y por consiguiente también el alto nimero de reglas extraidas. Cuando
se usan intervalos en las reglas generales también surge el problema de la frontera
[Kuok et al., 1998] como explicamos en la seccién 1.1.2. Sin embargo la propuesta
de las reglas semanticas usando términos difusos es mas natural y corresponde
adecuadamente con nuestra percepcién de la realidad, ya que podemos distinguir

varios rangos de cantidad ofreciendo una seméntica beneficiosa para el usuario.

Las propuestas que vamos a desarrollar [Delgado et al., 2008¢c] van en esta
dltima linea de trabajo, pero en vez de usar el método propuesto por Hsu et
al. que se centraba en analizar bolsas de la compra, presentaremos un nuevo punto
de vista mas general para obtener reglas de asociacién en bases de datos formadas
por bolsas que pueden proceder de cualquier &mbito, y que, como ya hemos visto,
ofrecen una generalizacién de las bases de datos transaccionales. Como aplicacién

a destacar veremos su utilizaciéon en mineria de textos.

También existen otros trabajos que utilizan datos cuantitativos que podrian
ser generalizados mediante bolsas para extraer reglas secuenciales difusas (ver
por ejemplo [Chen and Huang, 2006], [Hong et al., 2006]). Las bolsas difusas se
han aplicado en consultas flexibles en [Rocacher, 2003]. Estos trabajos estdn un
poco lejos de nuestro objetivo principal que es la extraccién de reglas difusas y
dependencias graduales tanto en bolsas como en bolsas difusas.

2.3.3. Mineria de Datos en Bolsas

El método que vamos a presentar se basa principalmente en dos ideas basicas:

= La primera es transformar de forma adecuada una base de datos formada
por bolsas en una base de datos formada por transacciones difusas. Para
ello el usuario debera definir una serie de conjuntos difusos para medir de
una forma significativa la cantidad del usuario. También se podrian definir
los conjuntos difusos teniendo en cuenta la distribucién de las cantidades de

cada item.

= La segunda es utilizar las herramientas que estan a nuestro alcance para
obtener distintos tipos de informacion de la base de datos transaccional
difusa. Nosotros distinguiremos esencialmente el uso de reglas difusas y de

dependencias graduales.

Para realizar una transformacién adecuada deberemos tener en cuenta tanto

la informaciéon proporcionada por el usuario, como la naturaleza de los datos
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y también el tipo de conocimiento que vayamos a extraer. A continuacion

detallaremos las distintas propuestas.

Transformacion de Bolsas a Transacciones Difusas

En este apartado presentaremos un método para transformar cualquier base
de datos formada por bolsas o bolsas difusas en una base de datos transaccional
difusa (ver [Delgado et al., 2008c]), que después utilizaremos para extraer reglas

difusas como vimos en la seccién 1.1.2.

Sean D = {Bj,...,B,} una base de datos formada por bolsas e I =
{i1,..-,4m}t un conjunto de items. Transformamos D en una base de datos
transaccional difusa que notaremos por D donde los nuevos items son pares de la
forma < i, L > con i € I y L una etiqueta lingiiistica que represente una cantidad
asociada al ftem i. Por tanto, la base de datos difusa D tiene como conjunto de
items asociado: {< i1,Ly >,< i1,La >,...,< iy, L, >} donde ¢ representa un
ftemde I y L € {Ly;, Loj,...,Lsi}.

De esta forma por cada item i que hubiera inicialmente apareceran tantos items
nuevos como etiquetas asociadas a cada item digamos s;. El niimero de etiquetas
definidas por item no tiene que ser el mismo y las etiquetas generalmente seran
distintas para cada item.

El valor de estos nuevos items de la forma < i, L > en la base de datos creada D
es un valor real en el intervalo [0, 1] puesto que D esté formado por transacciones
difusas. Cada transaccién resultante proviene de una bolsa donde para cada item
< i, L > cuyo valor en la transaccién es el valor correspondiente de la evaluacion
de la cantidad en el conjunto difuso dado por la etiqueta L. Formalmente si en la
bolsa B; el item 4 tenia asociada la cantidad ¢;; entonces, en la transaccién t; € D
el item < i, L > tendra el valor p1,(¢;;).

Huelga decir que la base de datos difusa obtenida en cada caso dependera de

los conjuntos difusos que definamos para cada item.

En el ejemplo 2.4 que presentaremos en la siguientes seccién, veremos con mas

claridad cudl es el proceso para convertir bolsas en transacciones difusas.

Reglas Difusas en Bolsas

Para obtener reglas difusas en un conjunto de bolsas D, primero deberemos
definir los conjuntos difusos asociados a las etiquetas lingiiisticas que denotan

cantidad para cada item que aparece en D. Después procederemos a transformar
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Dy | mantequilla (kg) pan (un.) leche (1) galletas (kg)
B, 1 1 13 1.75

By 1.25 2 18 2

Bs 0.25 1 5 1

By 0.25 5 1 0.5

Bs 0.1 2 0 0.5

Bg 0.5 0 5 1

Tabla 2.9: Base de datos D, formada por bolsas.

D en una base de datos transaccional difusa D y por ultimo procederemos a extraer
las reglas difusas en esta ultima.
Para ver mas claro todo el proceso, lo haremos paso por paso en el siguiente

ejemplo.

Ejemplo 2.4. Sea D5 una base de datos formada por seis bolsas mostrada en la
Tabla 2.9. Para cada iftem de I, = {mantequilla, pan, leche, galletas} definimos
un conjunto de términos lingiiisticos referentes a sus cantidades usando conjuntos
difusos como podemos observar en la Figura 2.4.

Usando estos conjuntos difusos transformamos Ds en el conjunto de transac-
ciones difusas dado en la Tabla 2.10 y que notaremos por Ds.

En la Tabla 2.10 hemos cambiado filas por columnas por falta de espacio, y
hemos puesto un identificado a cada nuevo item generado. Observemos que para
cada item inicial el conjunto de etiquetas asociadas es distinto puesto que cada uno
tiene asociado una forma diferente de medir la cantidad. El nimero de etiquetas
dependeré de la granularidad que el usuario desee para hacer el andlisis asi como
de su experiencia particular. Una granularidad alta se corresponde con un ntimero
bajo de etiquetas. El dominio estd poco particionado y tiene el inconveniente de
que se pueda perder algo de expresividad. Por el contrario, una granularidad baja
se asocia con un niimero alto de etiquetas. Una granularidad demasiado baja puede
provocar un aumento de la complejidad en la descripcion del dominio.

En este ejemplo, hemos considerado tres etiquetas para cada item aunque en

principio no existe ninguna restriccién para que el nimero de etiquetas coincida.

El siguiente paso consiste en la extraccién de las reglas difusas. Para ello
calculamos el soporte de todos los items y después buscamos el conjunto de itemsets
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. __poca media  mucha
0'5 >< ><
Kgde
0 025 05 1 2 mantequilla
| _ pocas media  muchas
0'5 >< ><
0 5 Unidades
de pan
. _poco  medio  mucho
0.5 X X
0 6 12 18 24 30 Litosde
leche
. poco medio mucho
0.5 X X
Kgde
0 015 05 2 galletas

Figura 2.4: Etiquetas lingiiisticas para los items de Is.

109
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Id | <Item, término lingiistico> 1 To T3 T4 75 Te
i1 <mantequilla, poca> 0 0 1 1 0.4 1
12 <mantequilla, media> 1 1 0 0 0 0
i3 <mantequilla, mucha> 0 0 0 0 0 0
N <pan, poco> 0.5 1 0.5 0 1 0
i5 <pan, medio> 0 0 0 1 0 0
ig <pan, mucho> 0 0 0 0 0 0
7 <leche, poca> 0.833 0 0.833 0.167 0 0.833
ig <leche, media> 0.167 1 0 0 0 0
19 <leche, mucha> 0 0 0 0 0 0
110 <galletas, pocas> 0 0 0 1 1 0
111 <galletas, media> 0.5 0 1 0 0 1
112 <galletas, muchas> 0.5 1 0 0 0 0

Tabla 2.10: Conjunto [)2 de transacciones difusas asociadas a Ds.
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frecuentes pero con la condicién de que en cada itemsets el item inicial ¢ € I sélo
puede ser incluido una vez. En este ejemplo, el item ¢; no podra pertenecer al
mismo itemsets en el que ya esté is e i3. La Tabla 2.11 muestra el soporte de todos

los items de ﬁz.

Items {ig}, {iﬁ}, {’Lg} {15} {Zg} {i12}
Soporte 0 0.167 | 0.195 | 0.25
Items | {iz}, {i10} | {d1a} | {ir} | {ia} | {ir}

Soporte 0.333 0.417 | 0.444 | 0.5 | 0.567

Tabla 2.11: Soporte asociado a los items de Ds.

Teniendo en cuenta la anterior restriccién, podemos calcular el soporte difuso
asociado a los posibles k-itemsets, donde k indica el niimero de items en el itemsets.
En la Tabla 2.12 mostramos los 2-itemsets y 3-itemsets que superan el umbral para
el soporte (difuso) fijado como minsupp = 0.2. Recordemos que el soporte difuso de
un itemsets es el considerado por la extensién difusa del caso crisp, en la ecuacion
(2.10) de la seccién 2.2.

2,3-Itemsets | Soporte
{i1,i7} 0.306
{1,410} 0.233
{i1,411} 0.333
{iz,i4} 0.25
{2,112} 0.25
{iq, 112} 0.25
{i7,i11} 0.361

{i1,47,411} 0.278

{is,is, 12} | 0.25

Tabla 2.12: Soporte difuso de los 2,3-itemsets cuyo soporte > 0.2 .

Para obtener las reglas de asociaciéon usaremos las medidas del soporte y el
factor de certeza que han sido debidamente generalizadas para el caso difuso

usando el modelo formal y la representacion mediante niveles de restriccién
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Regla Difusa | Soporte | Factor de Certeza
{i1} — {ir} 0.306 0.155
{iz} — {i1} 0.306 0.268
{i1} — {i10} 0.233 0.1
{i10} — {i1} 0.233 0.307
{ir} — {inn} 0.333 0.314
{i11} — {i1} 0.333 0.614
{ia} — {is} 0.25 0.5
{is} — {ia} 0.25 0.25
{ia} — {i12} 0.25 0.667
{ir} — {iz} 0.25 1
{is} — {i12} 0.25 0.333
{ir2} — {ia} 0.25 1
{ir} — {inn} 0.361 0.686
{i11} — {ir} 0.361 0.7

{i,ia} — {i12} 0.25 1

{i1,i7} — {i11} 0.278 0.885

Tabla 2.13: Reglas difusas en Ds.
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(consultar las ecuaciones (2.12) y (2.16)). La Tabla 2.13 contiene algunas de las
reglas que pueden obtenerse en Do junto con sus valores de soporte y factor de
certeza difusos asociados.

Queremos resaltar que las reglas extraidas tienen un significado interesante y
pueden ser de gran utilidad para el usuario. Por ejemplo, la regla difusa {iz} — {i1}
nos dice que “la mayoria de las bolsas que contienen poca cantidad de leche también
contienen poca cantidad de mantequilla”. Con este tipo de reglas no s6lo obtenemos
que los items ‘leche’ y ‘mantequilla’ tienden a ocurrir conjuntamente, si no que

también obtenemos una relaciéon entre las cantidades de cada producto.

El anterior ejemplo es el clasico ejemplo donde podemos encontrar bolsas y por
consiguiente podemos aplicar el método que se ha detallado. Pero las bolsas son
también adecuadas para modelizar otro tipo de situaciones. El siguiente ejemplo
da muestra de ello mediante el uso de bolsas difusas en mineria de textos.

Ejemplo 2.5. Algunas de las técnicas de mineria de datos han sido adaptadas
para su uso en minerfa de textos como podemos apreciar en [Delgado et al., 2002a],
[Delgado et al., 2002b]. En estos trabajos los autores utilizan reglas difusas para
particularizar o generalizar consultas en colecciones de documentos. En este
ejemplo, vamos a centrarnos en este contexto.

Aqui, las transacciones serdn los documentos y los items, los términos que
aparezcan en ellos. Estos items tienen asociado un grado de importancia o
relevancia difuso y una frecuencia de apariciéon en cada documento. Por tanto,

cada documento d; podemos representarlo por un conjunto de ternas de la forma:

dj :{<ijk,wjk,fjk>,k=1,...,p} (2.18)

donde ij;, € I es el k-ésimo item en el j-ésimo documento, wji € [0,1] es el grado
de importancia asociado al item 7,5 y f;r es el nimero de apariciones del item en
el documento d;.

Para medir la relevancia de los términos en un documento existen varias pro-
puestas que usan algunas caracteristicas de interés en el documento. Las mas
usadas, identificadas por primera vez por Luhn y Edmundson, son las carac-
teristicas: temdtica, lugar, cabecera, especial [Luhn, 1958], [Edmundson, 1969].
Mediante una suma normalizada de dichas caracteristicas (ver por ejemplo
[Ruiz and Bailén, 2008]) conseguimos una medida de la importancia de un término

en un documento.
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Observemos que la terna considerada en (2.18) es justamente una bolsa difusa,

y una coleccién de documentos podemos verlos, por tanto, como una base de

datos formada por bolsas difusas. Como procedimos en el anterior ejemplo, para

extraer las reglas de asociacién difusas primero transformaremos esta coleccién en

un conjunto de transacciones difusas. En este caso, como tenemos bolsas difusas

podemos proceder de distintas formas segun el tipo de informaciéon que queramos

obtener:

(i)

(iii)

La forma maés sencilla seria procediendo como en el anterior ejemplo. Es decir,
consideramos como items iniciales los pares < i, w >y, como cantidades, sus
respectivas frecuencias. De este modo definirfamos etiquetas lingiiisticas a
las frecuencias del tipo: no aparece, aparece poco, aparece bastante, aparece
muy frecuentemente, y el grado de cumplimiento del nuevo item en cada
transaccién difusa serfa pur,(f) donde f es la frecuencia y Ly es la etiqueta

lingiiistica.

Otra posibilidad podria ser en el caso anterior tomar como nuevo item el par
(¢, Ly) siendo Ly la etiqueta que mejor se correspondiese con la frecuencia
del item y el valor difuso asociado seria el grado de importancia dado por

w;j.

Una posibilidad aunque un poco més compleja que las anteriores, seria llevar
a cabo dos tipos de agrupamiento. Uno para las frecuencias como en el caso
(i) y otro para el grado de importancia. El primer agrupamiento se harfa con
conjuntos difusos que denotan frecuencia y el segundo con conjuntos difusos
que denoten calidad o importancia. Con esta doble agrupacién los nuevos
items de la base de datos transaccional difusa serfan de la forma (i, Ly, Ly),
donde L., Ls son etiquetas lingiiisticas para el grado y para la frecuencia
respectivamente. El valor que dicho item tendria en una transaccién se
calcularia usando una t-norma entre los grados de pertenencia asociados a
los valores w, f en su correspondiente etiqueta. Este valor nos daria el grado

de cumplimiento de las dos caracteristicas (importancia y frecuencia).

Una vez transformada la coleccion de documentos en un conjunto de

transacciones difusas, procederemos a la extraccién de las reglas difusas

[Delgado et al., 2002a] que nos ayudardn en el proceso de particularizacién o gen-

eralizacién de las consultas realizadas en dichos documentos.
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Dependencias Graduales en Bolsas

Las llamadas dependencias graduales (introducidas con més detalle en la
seccién 1.1.3) miden una variacién en la relacién existente entre dos tipos de
objetos [Hilllermeier, 2002]. Este tipo de dependencias permiten expresar una
“tendencia” en los datos . Un ejemplo de dependencia gradual seria la regla
cuanto mayor el salario, mejor el puesto de trabajo, significando que cuando
el salario de una persona crece, esta posee un mayor rango en su trabajo. Los
cambios en el grado de pertenencia en las dependencias graduales pueden ser de
dos tipos: mayor o menor. Si X,Y son dos atributos y A, B son conjuntos difusos
definidos en X e Y respectivamente, podremos considerar cuatro tipos diferentes de
dependencias graduales: cuanto mayor X es A, mayor Y es B (expresado como
(>, X,A) — (>,Y,B)), cuanto mayor X es A, menor Y es B expresado como
(>, X,A4) — (<,Y, B)), etc.

Formalmente una dependencia gradual [Berzal et al., 2007] es una regla de
la forma (>1,X,4) — (>2,Y,B), con >1,>9 € {<,>}. La dependencia se
cumplird en una base de datos D si y sélo si para cualesquiera (z,y), (¢/,y’) € D
con z,2" € X e y,y € Y, el cumplimiento de A(z) >; A(z’) implica que
B(y)>2 B(y'). Para extraer este tipo de dependencias usando reglas de asociacién,

tendremos que hacerlo en un conjunto apropiado de transacciones de D.

Nuestro propédsito es buscar el mejor método para encontrar dependencias
graduales en el caso de tener una base de datos formada por bolsas que aproveche
de la mejor manera posible toda la informacién almacenada. Siguiendo las dos
ideas basicas que sigue nuestra propuesta, ofreceremos cuatro métodos distintos
[Delgado et al., 2008¢] para transformar el conjunto de bolsas en una base de datos
transaccional para después extraer distintos tipos de dependencias graduales que
nos mostrardn diversas formas de extraer informacién interesante y 1til para el
usuario. De nuevo, para una mejor comprension se explicard el procedimiento en

el conjunto de bolsas Dy que tomamos como ejemplo.
Dependencias Graduales Crisp en Bolsas

En el ambiente fijado anteriormente, cuando queremos extraer dependencias
graduales crisp, el conjunto apropiado de transacciones es el que definimos como
GIP formado por items de la forma [>, X, A],[<, X, A],[>,Y, B],[<,Y, B] que
expresan las dos posibles tendencias de los atributos X e Y con respecto a
las restricciones marcadas por los conjuntos difusos A y B respectivamente.
También definimos el conjunto de transacciones, que notaremos por GT'P, como
aquel que contiene los items de GI” obtenidos de D como sigue: para cada par
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o= (z,y), o = (2/,y') € D existe una transaccién gt,, € GT” tal que [>, X, A]
pertenecerd a gt,o si, y sélo si, A(z)>A(z’") con > € {<, >} (de forma similar para
[>,Y, B]). Entonces, diremos que la dependencia gradual (i>1, X, A) — (>9,Y, B)
se cumple en D si, y sélo si la regla de asociacién (crisp) [>1, X, A] — [>2,Y, B] se
cumple en GTP. Las medidas de soporte y confianza definidas para la extraccion
de reglas de asociacion podran ser utilizadas para validar la anterior dependencia

gradual.

Basidndonos en esta propuesta, propondremos dos métodos distintos para

extraer dependencias graduales crisp en un conjunto de bolsas.

Método 1.

El primer método utilizara directamente la informacién contenida en las bolsas
para extraer conocimiento sobre la tendencia a aumentar o disminuir las cantidades
almacenadas en las bolsas. De nuevo utilizaremos la base de datos formada por

bolsas D5 para explicarlo.

Sea Dy un conjunto de bolsas (ver Tabla 2.9). El primer paso consiste en definir

un conjunto de items al que notaremos por GI' de la forma
[>,01], [<,b1]s - -5 [, b, [<, b

que expresan las dos posibles tendencias de cada item de la bolsa, es decir, by =
mantequilla, by = pan, b3 = leche y by = galletas. El conjunto de transacciones GT'!
se obtiene de Dy como sigue: para cada par de bolsas (B;, By) con j # k definimos
una nueva transaccién a la que notaremos por gt; donde un ftem [>, ;] € GI' se
cumplird en gt ;i siy s6lo si ¢;(B;) > ¢;(By) donde > € {<,>} v ¢;(B;) denota la
cantidad asociada al item b; en la bolsa B;.

El segundo paso consiste en la extraccién de las dependencias graduales (crisp)
en GT'. Para ello podrian usarse las medidas de soporte y confianza, pero nosotros
utilizaremos el soporte y el factor de certeza como ya hicimos en las anteriores
secciones.

Recordemos que el soporte de un item [<, b;] es el mismo que el de [>,b;] (ver
[Molina et al., 2007]), por tanto sélo tendremos que considerar dos tipos de reglas
en vez de las cuatro posibles, es decir, nos centraremos en la bisqueda de las reglas
del tipo: [>,b;] — [>,b;] y [>,b;] — [<,b;]. La Tabla 2.14 muestra algunas de las
dependencias graduales que podemos extraer de D5 siguiendo este método.

Método 2.
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Reglas Soporte | Factor de Certeza
(>, mantequilla) — (>, leche) 0.433 0.866
(>, galletas) — (>, mantequilla) 04 0.856
(>, galletas) — (>, leche) 0.433 1

Tabla 2.14: Algunas Dependencias Graduales Crisp obtenidas en Ds.

El segundo método obtendrd las dependencias graduales mediante una doble
transformacién del conjunto de bolsas. La idea es muy simple, primero el conjunto
de bolsas se convertird en un conjunto de transacciones difusas y después la base
de datos difusa se transformard en un conjunto de transacciones del tipo GT' como
hemos visto en el anterior método. Este método nos serd util cuando queramos
obtener dependencias graduales con una mayor granularidad. Con un ejemplo lo

veremos mas claro.

Sea D5 la base de datos formada por bolsas dada por la Tabla 2.9. El primer
paso consistird en transformar Dy en un conjunto de transacciones difusas como ya
hicimos en la seccién anterior, quedando como resultado la base de datos difusa D
de la Tabla 2.10. El segundo paso serd definir el conjunto de items que notaremos

por GI? que expresaran los dos tipos de tendencia de cada item iy, de D, quedando
GI? = [>,i1], [<,’L.1}7 e [>,i12], [<, ilg]

donde i; = (mantequilla,poca), ia = (mantequilla, media), etc. El conjunto
de transacciones (crisp) GT? se obtendra de D, como sigue: para cada par de
transacciones (7;,7;) con j # k obtenemos una nueva transaccién que notaremos
por gt;, donde un ftem [i>,4] € GI? se cumplird en dicha transaccién si, y sélo si,
7;(i) > 71 (i) donde > € {<,>} y 7;(i) € [0,1] denota el valor asociado al item ¢

en la transaccién 7;.

Una vez efectuada dicha transformacién, el ultimo paso es la extraccion de las
dependencias graduales, que de nuevo lo haremos buscando las reglas de asociacion

en GT? usando el soporte y el factor de certeza como medidas de interés.

Aligual que ocurria en el Ejemplo 2.4 deberemos tener en cuenta que una regla
no podré contener més de una vez el item inicial b; € I. En este ejemplo, ¢; no
podria pertenecer a una regla en la que 42 0 73 estuviesen involucrados. La Tabla
2.15 muestra algunas de las dependencias graduales que pueden obtenerse en Do
usando este método.
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Reglas Soporte FC
(>, mantequilla, media) — (>, leche, media) 0.267 1
(>, mantequilla, media) — (>, galletas, muchas) 0.267 1
(>, leche, poca) — (>, galletas, media) 0.3 0.713
(>, leche, media) — (>, galletas, muchas) 0.3 1
(<, leche, poca) — (>, pan, small) 0.267 0.545
(>, mantequilla, poca) — (<, pan, poco) 0.267 0.545
(<, leche, media) — (>, mantequilla, poca) 0.267 0.825
(<, galletas, muchas) — (>, mantequilla, poca) 0.267 0.825

Tabla 2.15: Dependencias Graduales en Dy usando el Método 2.

Dependencias Graduales Difusas en Bolsas

En la Seccion 1.1.3 vimos que desde datos totalmente distintos podiamos
obtener el mismo conjunto de dependencias graduales crisp. Por este motivo se
hace indispensable imponer una forma de medir el grado de cumplimiento de la
tendencia de los items, surgiendo como consecuencia las dependencias graduales

difusas. Recordemos el mecanismo de extraccion de este tipo de reglas.

Sea GIP = {[>,X,A],[<, X, A],[>,Y,B], [<,Y,B]} un conjunto de items
donde X,Y son atributos y A, B son conjuntos difusos definidos en X e Y
respectivamente. Sea GT” un conjunto de transacciones difusas que contienen los
items de GIP. GTP se obtendra de D como sigue: para cualesquiera o = (z,y),
o = (z',9') € D se define una transaccién difusa gt,.,r € GTP tal que gt,o es la

funcién dada en la ecuacién (2.19), con > € {<, >}.

|A(z) — A(z")] st A(z) > A(2))
gtoo ([, X, 4]) = (2.19)
0 en otro caso.

Para cada regla difusa [>1, X, A] — [>2,Y, B] encontrada en GT'P, se define
una dependencia gradual difusa (>1,X,A) — (>2,Y,B) en D, ie., las reglas
difusas obtenidas en GT'P definen un tipo particular de dependencia gradual difusa
en D.

Para medir el cambio del grado de cumplimiento de las dependencias graduales

en un conjunto de bolsas proponemos a continuacion dos métodos distintos.
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Método 3.

Este tercer método se basa en la idea de transformar una base de datos formada
por bolsas en un base de datos transaccional difusa usando términos lingiiisticos
para representar las cantidades asociadas a un item, y después aplicamos el
método presentado en la seccién 1.1.3 para obtener dependencias graduales difusas
midiendo el grado de variacién de cada item usando la funcién vista en la ecuacién
(1.12).

El primer paso consiste en transformar la base de datos formada por bolsas
D, en la base de datos difusa D5 formada por las transacciones difusas del mismo

modo que hicimos en el método 2 visto anteriormente.

El segundo paso sigue el siguiente procedimiento: transformamos los items de la
forma (b;, L) en [<,b;, L] y [>, b;, L], y consideramos las transacciones gt € GT>
donde

175 (be L)) = 7 (i L)) st 75((bi, L)) &> 7 (b, L))

gtie([>, b, L)) = (2.20)
0 en otro caso
donde > € {<,>}.
Reglas Soporte FC
(>,leche, media) — (>, galletas, muchas) 0.172 0.914
(>, pan, medio) — (>, galletas, pocas) 0.133 0.727
(>, pan, small) — (<, galletas, media) 0.15 0.708
(>, mantequilla, media) — (>, galletas, muchas) 0.2 0.681
(>, galletas, media) — (>, leche, poca) 0.205 0.524

Tabla 2.16: Dependencias graduales difusas en Do usando el Método 3.

El dltimo paso es evaluar las medidas de soporte y factor de certeza para las
dependencias graduales encontradas en el nuevo conjunto de transacciones difusas
GT? usando las definiciones difusas dadas en la seccién 2.2. De nuevo, deberemos
tener en cuenta que en una regla no puede haber més de un item ¢ € I como hicimos
en los casos anteriores. La Tabla 2.16 muestra algunas dependencias graduales

difusas que pueden extraerse en el conjunto de bolsas Ds.
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Método 4

Este ultimo método difiere bastante de los otros tres presentados hasta ahora.
La principal diferencia es que no obtendremos el conjunto de transacciones difusas
como paso intermedio para obtener las dependencias graduales. La idea bésica es
medir en primer lugar el cambio de variacién directamente desde las cantidades que
tenemos asociadas a cada item en las bolsas y después fuzzificamos los resultados
obtenidos. Para aclarar el proceso, reproduciremos cada paso en el conjunto de
bolsas D-.

En primer lugar, transformaremos los items b; en [<,b;] y [>,b;], y después

definimos el conjunto de transacciones gt; € GT* como

lqi(B;j) — qi(Bx)| si qi(Bj) > qi(Bx)

0 en otro caso

gtin([>, b)) = (2.21)

donde > € {<,>} y ¢;(B;) es la cantidad asociada al item b; en la bolsa B;.
Para obtener una transaccién difusa, en este método, usaremos un conjunto difuso
(diferente para cada {tem) que nos mida el grado de variacién de la cantidad del

ftem.

La Tabla 2.17 contiene una parte de las transacciones de GT*, en particular
aquellas transacciones que involucran a los items [>, mantequilla] y [>,leche]. Una
vez obtenida GT* usando los conjuntos difusos4deﬁnidos en la Figura 2.5 podemos
definir el conjunto de transacciones difusas GT' , donde los items coinciden con los
de GT* pero su valor en cada transaccién es la evaluacién de sus valores en GT*
en sus correspondientes conjuntos difusos, i.e. Z}’\T4 tendrd como items a >, b;], y

sus transacciones gt seran de la forma

gtin = nr(gtir([>,bi]) (2.22)

donde L es el conjunto difuso asociado a b;.

La Tabla 2.18 contiene las transacciones de 5?4 que corresponden a la
transformacién mediante los conjuntos difusos de la Figura 2.5 del trozo de la
Tabla 2.17.

Por dltimo extraeinicis las reglas de asociacion difusas en el conjunto de
transacciones difusas GT usando las medidas de soporte y factor de certeza visto
en la seccién 2.2. Algunas de las dependencias graduales difusas que podemos

obtener usando este método en D> se encuentran en la Tabla 2.19.
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[>, mantequilla]  [>,leche]
gtiz 0 0
gtis 0.75 8
gtia 0.75 12
gtis 0.9 13
gtie 0.5 8

Tabla 2.17: Parte de GT*

[>, mantequilla]  [>,leche]
P 0 0
T3 0.75 0.533
T4 0.75 0.8
Ts 0.9 0.867
NP 0.5 0.533

Tabla 2.18: Parte de é\fl.

Discusion

En este apartado analizaremos con més profundidad las distintas propuestas

para extraer dependencias graduales en bases de datos formadas por bolsas.

= El primer método se basa en la idea presentada en [Berzal et al., 2007] para

extraer dependencias graduales (crisp), obteniendo reglas de la forma:

“cuanto mayor (menor) es la cantidad de pan, mayor (menor) es

la cantidad de mantequilla”.

Este tipo de dependencias sélo especifica como es la tendencia existente en

los datos.

= El método 2 también extrae dependencias graduales crisp, pero utiliza una
fuzzificacion de los datos en vez del conjunto de bolsas inicial. Esta propuesta
nos da dependencias con cierta granularidad, es decir, reglas del tipo:
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Mas de 1 kg Mas de 5 unidades
-7 1-——7—
0 — . 0 —

1 Mantequilla 5 Pan

Mas de 15 litros Mas de 1.5 kg
11— 1|—-————
0 e o————

15 Leche 1.5 Galletas

Figura 2.5: Conjuntos difusos para medir el grado de variacién de las cantidades

de los items de D.

Reglas Soporte | Factor de Certeza
(>, mantequilla) — (>, leche) 0.244 0.841
(>, mantequilla) — (>, galletas) 0.227 0.74
(>,leche) — (>, galletas) 0.244 0.857

Tabla 2.19: Dependencias graduales difusas en D, usando el Método 4.

“cuanto mayor (menor) hay una cantidad media (término
lingtistico) de leche, mayor (menor) mucha (término lingiiistico)

cantidad de pan”.
= El método 3 extrae dependencias graduales difusas de la forma:

“A mds (menos) cantidad media (término lingiistico) de leche,

mds (menos) poca (término lingiiistico) cantidad de galletas”

utilizando el modelo presentado en [Molina et al., 2007] para medir el grado
de variacién en conjuncién con nuestro método para transformar una base de
datos formada por bolsas en una transaccional difusa. Este tipo de reglas son

ltiles para obtener conocimiento sobre las tendencias existente en los datos
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pero a distintos niveles o en distintas capas de andlisis. Por ejemplo, una
compania podria estar interesada en las ventas de dos secciones distintas:
ventas a pequenos clientes y ventas a grandes clientes. Para ello, antes del
proceso de extraccién, deberiamos usar una transformacién del conjunto de
bolsas (las ventas) usando dos términos lingiiisticos: pequenas y grandes,
para distinguir los dos tipos de ventas que corresponderian a los dos tipos

de clientes.

= El cuarto y ultimo método es una propuesta que difiere del resto,
pero que también usa el modelo descrito en [Molina et al., 2007]. Las
reglas encontradas usando este método son de la forma [>,leche] — [<

,mantequilla] y pueden interpretarse en nuestro ejemplo como

“cuanto mds (menos) difiera la cantidad de leche en mds de quince
litros, menor (mayor) serd la diferencia de mds de un kilogramo

en la cantidad de mantequilla”.

Este tipo de dependencias pueden ser ftitiles para obtener un conocimiento
gradual sin tener que preocuparse en clasificar o dividir en conjuntos
difusos el rango donde se mueven las cantidades asociadas a los items, pero
si teniendo en cuenta si la diferencia entre cantidades supera un umbral (ver
Figura 2.5).

Observemos que con el método 4 podemos obtener (sin redundancia) dos tipos
de reglas [>,b;] — [>,b;] ¥ [>,bi] — [<,b;]), mientras que con el método 3 el
numero de reglas es mayor, ya que es el doble del niimero de términos lingiiisticos
que hayamos usado para definir los nuevos items i;. Por este hecho el método 3

tendra una complejidad computacional mayor que el 4.

Los cuatro tipos de reglas, que podemos obtener segin utilicemos cada uno
de los métodos, se ajustan a distintas situaciones y proporcionan diferentes
tipos de informacién. Cada tipo de regla se ha obtenido mediante una adecuada
transformacién del conjunto de bolsas a una base de datos transaccional
difusa mediante la definicién de conjuntos difusos apropiados. Puesto que estas
transformaciones no son biyectivas, una vez efectuada la transformaciéon no hay
posibilidad de convertir un tipo de regla en otra, obteniendo, por tanto, cuatro
clases distintas de reglas de asociacion.
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Algoritmos

Los métodos propuestos para extraer los distintos tipos de patrones en las bases
de datos formadas por bolsas estan basados en su transformacién en transacciones
difusas. Para ello el usuario debe dar un conjunto de etiquetas relacionadas con
la cantidad de cada item representadas por conjuntos difusos. La segunda fase
de todos ellos es la extraccién de reglas de asociacién difusas o dependencias
graduales en las transacciones difusas. En nuestro caso particular, hemos utilizado
las extensiones difusas del soporte y el factor de certeza dados en la seccién 2.2.
Para obtener reglas de asociaciéon difusas podemos utilizar cualquier algoritmo ya
existente en la literatura, destacando el presentado en [Delgado et al., 2003a].

Para el caso de las dependencias graduales, en [Molina et al., 2007] se trata el
problema de la complejidad computacional de extraer los itemsets frecuentes en
GTP que es O(n?) en el nimero de objetos de la base de datos. Este problema
puede resolverse considerando un nimero fijo de niveles equidistribuidos cuando se
definen los conjuntos difusos. En este caso se podria conseguir un algoritmo para
descubrir dependencias graduales cuya complejidad serfa n 4+ kP! para itemsets
de tamano p donde n es el nimero de objetos en la base de datos.

Conclusiones

Las bolsas contienen més informacion que las transacciones normales. Para
aprovechar dicha informacién hemos presentado varios métodos para extraer
distintos tipos de patrones en este tipo de bases de datos, en particular hacemos
uso de las reglas de asociacién difusas y de las dependencias graduales tanto crisp

como difusas.

Estos métodos se adaptan y pueden ser aplicados en un amplio rango de
aplicaciones en las que se maneje informacién sobre frecuencias, cantidades junto
con imprecisién, como hemos visto en el ejemplo 2.5 donde las bolsas difusas
representaban de forma precisa la informacién sobre los términos y sus frecuencias

de aparicién en un conjunto de documentos.

La siguiente seccién continua en la linea de la extracciéon de distintos tipos de
conocimiento, esta vez basado principalmente en tres tipos de reglas: de excepcidén,
andmalas y las que denominaremos como reglas dobles. También haremos uso del
modelo formal para obtener un marco unificado para trabajar con los distintos
tipos de reglas de asociacién que serd de utilidad para definir un algoritmo que
ofrecerd la posibilidad de obtener diversos tipos de asociaciones con tan sélo

cambiar el cuantificador-4ft que el usuario crea conveniente utilizar.
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2.4. Busqueda de otros Tipos de Conocimiento

mediante Reglas de Asociacion

Las reglas de asociacién son una herramienta muy versatil que se acomoda a
la extraccion de miltiples tipos de informacion. En diversas situaciones se han
modificado para dar lugar a nuevos tipos de reglas que ayudan a descubrir nuevo
conocimiento en un conjunto de datos. Recientemente se han extendido para buscar
nuevos modelos que encuentren informacion contenida en conjuntos de datos que
no son frecuentes pero que contienen conocimiento de utilidad para el usuario.
Ejemplos de estos nuevos tipos de reglas que se estan desarrollando son las llamadas
reglas infrecuentes, peculiares, de excepcién o anémalas. La caracteristica comin
de todas ellas es el bajo soporte de este tipo de reglas, de ahi que su desarrollo

avance cada dia hacia nuevos métodos y algoritmos para su extraccion.

El principal objetivo de esta seccién es hacer un breve recorrido sobre las
distintas propuestas hechas hasta el momento en esta area, analizdndolas desde un
punto de vista practico y seméantico, y proveer nuevos procedimientos que ayuden
al descubrimiento de este tipo de conocimiento.

El modelo formal desarrollado hasta el momento ofrece una buena herramienta
para representar también este tipo de informacién, y mediante la definicién
de nuevos cuantificadores que extenderan a los ya conocidos cuantificadores-
4ft podremos extraer nuevas reglas que capturen el conocimiento excepcional y

anémalo en un conjunto de datos.

La seccion se estructura como sigue: la seccién 2.4.1 motiva el uso de este
tipo de patrones y da una breve relacién de los trabajos propuestos en el area.
La seccion 2.4.2 describe con maés detalle los métodos propuestos para reglas de
excepcién y reglas anémalas, en las que nos centraremos en el resto de la seccién.
En las secciones 2.4.3 y 2.4.4 describiremos nuestras propuestas para extraer estos
dos tipos de reglas, ofreciendo ademdas su manejo y representacion mediante el
modelo formal que estamos desarrollando. Seguiremos con el estudio de las que
denominaremos reglas dobles en la seccién 2.4.5 y terminaremos con una discusion

y algunas conclusiones.

2.4.1. Motivaciéon

En muchas ocasiones la informacion que puede resultar de interés para el
usuario es aquella que es inusual o inesperada en los datos. Esto hace replantearse

la idea de extraer sélo aquellas reglas que sean frecuentes y confidentes. De esta
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forma empiezan a surgir en los ultimos afnos de la década de los 90 nuevos tipos

de reglas que se centran en encontrar patrones infrecuentes en los datos.

Entre los trabajos més destacados en esta area podemos encontrar un
gran numero que estudian la busqueda de excepciones o reglas de excepcion
pudiendo dividirse en dos grandes grupos segun el tipo de bisqueda que empleen
[Suzuki, 2004], [Taniar et al., 2008]:

= Directa. El método primero provee un conocimiento base normalmente
en forma de reglas, y después se obtienen las reglas de excepcién
que se desvian o contradicen de alguna manera este conocimiento
[Silberschatz and Tuzhilin, 1996], [Padmanabhan and Tuzhilin, 1998],
[Liu et al., 1999a].

= Indirecta. En este tipo de métodos no hace falta dar ningin conocimiento
previo para extraer las reglas de excepcién [Suzuki and Shimura, 1996],
[Taniar et al., 2008], [Hussain et al., 2000], [Suzuki and Zytkow, 2005],
[Suzuki, 1997], [Liu et al., 1999b]. El objetivo se suele centrar en la bisqueda
de pares de reglas que contienen la regla de excepcion y su regla fuerte

asociada.

Dentro de estos métodos se han seguido distintas aproximaciones para obtener
un conjunto de reglas de excepcién que sean de interés para el usuario. Entre
las propuestas directas queremos destacar los enfoques subjetivos que permiten
la participacién del usuario para proveer el conocimiento base que se precisa
para obtener en consecuencia la reglas que contradigan dicho conocimiento
[Liu et al., 1999a], [Padmanabhan and Tuzhilin, 1998]. Esto no quiere decir que el
usuario no pueda tomar parte en los métodos indirectos para ayudar a discernir las
excepciones mas interesantes o bien para definir los umbrales que sean necesarios

en dicho proceso.

Si observamos con detenimiento el término ezcepcion podemos ver que su
significado nos dice que es algo que se aparta de la norma, es decir, inusual;
o bien que contradice alguna regla, en otras palabras, contradictorio. De estos
dos términos podemos ver con claridad que una regla de excepcion debera ser
infrecuente (inusual) y contradictoria con respecto a otra regla que se denomina
regla fuerte o regla common sense; de ahi que tengamos que tener bien una base
de conocimiento o bien una regla fuerte que recoja un comportamiento ‘normal’

con el que contrarrestar la validez de la excepcion.

Las reglas de excepcion no son la unica propuesta para extraer ciertos tipos

de informacién inusual e interesante de las bases de datos. También podemos
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encontrarnos con distintos trabajos que estudian cémo extraer reglas peculiares
[Zhong et al., 2001], [Ohshima et al., 2007], reglas infrecuentes [Sim et al., 2008b]
o reglas anémalas [Berzal et al., 2004], [Balderas et al., 2005].

Las reglas peculiares [Zhong et al., 2001] se extraen de una base de datos
buscando cudles son los datos relevantes entre aquellos que se consideran
‘peculiares’. De forma poco precisa, se considera que un dato (una transaccién)
es peculiar si algunos de los atributos contienen algin valor peculiar. Un valor
peculiar se reconocerd porque difiere bastante del resto de valores del atributo
en la base de datos. Las reglas peculiares representan asociaciones entre estos
datos peculiares. Este tipo de reglas se buscan entre aquellas que teniendo bajo
soporte tengan valores altos para la confianza y alto cambio de soporte. En
[Zhong et al., 2001] podemos encontrar un método orientado a los atributos para
extraer reglas peculiares, y algunos trabajos recientes relacionados podemos verlos
en [Ohshima et al., 2007].

Las reglas infrecuentes también han sido objeto de estudio puesto que a veces
es interesante obtener informacién sobre patrones que no superan el umbral
predefinido para el soporte. Este tipo de reglas se han utilizado principalmente
en la deteccién de intrusiones junto con las excepciones [Yao et al., 2005b]. Se han
seguido diversas técnicas para su extraccién, entre ellas destacaremos su obtencion
mediante nuevas medidas que ayudan a discernir cudles son las més interesantes:
en [Sim et al., 2008b] modifican la medida conocida como Lambda para obtener
las reglas infrecuentes mas interesantes ayudandose de algunas técnicas de poda.
En [Zhou and Yau, 2007b], [Zhou and Yau, 2007a] primero obtienen los items
infrecuentes para después formar las reglas infrecuentes utilizando para ello
las medidas de correlacion, interés y el radio incremental de la probabilidad
condicional entre dos items. En [Ding and Yau, 2009] se extraen las reglas
infrecuentes usando una nueva estructura, en vez de nuevas medidas, llamada
matriz de co-ocurrencia transaccional.

También hay otras propuestas como la de [Dong et al., 2007] que extraen los
items infrecuentes para poder obtener otro tipos de reglas como por ejemplo
reglas negativas (ver también [Sim and Indrawan, 2007], [Sim et al., 2008a]) que

contienen este tipo de items.

En la siguiente seccion repasaremos con mas detenimiento las distintas
propuestas dadas hasta el momento para la extraccién y evaluacién de las reglas
de excepcién y andmalas para poder compararlas después con nuestras propuestas
desarrolladas en las secciones 2.4.3 y 2.4.4.
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2.4.2. Otras Propuestas

Cuando el conocimiento que quiere obtenerse en una base de datos es de tipo
inusual, inesperado, contradictorio y/o infrecuente, se han desarrollado modelos
que extraen distintos tipos de conocimiento por medio de reglas de asociacién
adecuadas. Ejemplos de este tipo de reglas, hemos destacado anteriormente
las reglas infrecuentes, peculiares, de excepcién y anémalas. A continuacién
describiremos con mas detalle aquellas propuestas que utilizan reglas de excepcion

y anomalas que seran los dos tipos que trataremos en el resto de esta seccion.

Las propuestas relacionadas con el descubrimiento de reglas de excep-
ciéon vimos que se podia dividir en técnicas directas e indirectas. Las técni-
cas directas generalmente son altamente subjetivas puesto que el conjun-
to de reglas con las que comparar suele depender del conjunto de creen-
cias del usuario. De entre estos trabajos podemos destacar [Liu et al., 1999a],
[Padmanabhan and Tuzhilin, 1998], [Silberschatz and Tuzhilin, 1996], en particu-
lar, el trabajo descrito [Liu et al., 1999a] lo describimos en la seccién 2.1.3 donde
las reglas de excepcién son aquellas que son inesperadas por el usuario.

Las técnicas indirectas permiten obtener tanto el conjunto de reglas fuertes
como las excepciones asociadas a ellas [Suzuki, 2004], [Yao et al., 2005a]. En
[Duval et al., 2007] y [Taniar et al., 2008] se ofrece un resumen sobre las distintas

propuestas que veremos con mas detalle a continuacién.

Entre los trabajos mas importantes para la obtencion de reglas de excepcién
estan los desarrollados por Suzuki et al. y Hussain et al. que empezaron a
desarrollarse a partir de 1996 continuando hasta nuestros dias [Suzuki, 1996],
[Suzuki, 2006].

La descripcién del problema para extraer pares de reglas (common sense +
excepcién) en el caso de Suzuki et al. [Suzuki, 1997], [Suzuki, 2002] se plantea

como encontrar pares de la forma siguiente

X —y (regla common sense)
(2.23)
XANE —y (regla de excepcidn)

donde y e y’ son dos valores distintos de un mismo ftem, y X = 1 A ... A zp,
E =ejA...Neg son dos itemsets (conjunciones de items). A la hora de obtener las
reglas de excepciéon en lugar de usar las probabilidades asociadas a las anteriores
reglas (conocidas como soporte y confianza), obtienen aquellos pares de reglas

cuya probabilidad de tener los soportes y las confianzas oportunas mayor que los
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umbrales establecidos sea mayor que 1 — §. Es decir, aquellos pares satisfaciendo*
(2.24)~ (2.28).

Pp(X) >0 >1-36 (2.24)
Pp(y/X) =67} >1-4 (2.25)
P{p(X,E) > 63} >1-6 (226)

P{p(y'|X,E) 205} =21 -6 (2.27)
P{p(y|E) <0} >1-0 (2.28)

La ecuacién (2.24) va asociada a la probabilidad real de que el soporte del {tem
X, antecedente de la regla common sense (a partir de ahora notaremos por csr),
supere el umbral 6§ que podriamos identificarlo como el minsop. La ecuacién (2.25)
representa la probabilidad real de que la confianza de la csr supere el umbral 6§
que de nuevo podemos identificarlo como la minconf. Las ecuaciones (2.26) y
(2.27) son andlogas a las anteriores para el soporte del antecedente de la regla de
excepcién (de ahora en adelante notada por exc) y para la confianza de la regla
exc. La ltima ecuacién (2.28) difiere del resto para obtener reglas de excepcién
que sean fiables y no provengan de una regla fuerte del tipo E — %/, para ello se
impone que la confianza de dicha regla no supere el umbral 7. A esta tltima regla
se le llama regla de referencia y la notaremos por ref.

Para obtener dichas condiciones, ofrecen un método para estimar las proba-
bilidades reales (2.24)~(2.28) usando aproximaciones normales de distribuciones
multinomiales. En [Suzuki, 2004] podemos encontrar resumidos los distintos
métodos seguidos para obtener los pares (csr, exc) del sistema descrito en (2.23).

En [Suzuki and Zytkow, 2005], [Suzuki, 2004] se considera una condicién més

asociada a la regla de referencia F — y’ dada por la ecuacién
p(E) > 63 (2.29)

que impone que el itemsets F tenga un soporte minimo.
A partir de esta formulacién, llegan a un caso general donde se considera una

terna de reglas, en vez de un par, donde una de ellas es una regla a la que llaman

4La notacién estd ligeramente cambiada de la ofrecida en [Suzuki, 1996] y [Suzuki, 2002] para
comparar el método después con nuestra propuesta.
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negativa. La terna que consideran se define como

t(x,y, o, B,7,€) = (x = y,a /4 B,y —¢) (2.30)

donde las reglas del tipo * — y tienen asociadas las condiciones que llaman

generalidad y precision respectivamente:
]/37"(33) > 05 (generalidad) & ﬁ"(ybc) > 0. (precisién) (2.31)
v la regla negativa a 4 ( las condiciones:
Pr(a) >0, & Pr(8la)<6; (2.32)

donde Pr denota una estimacién de la probabilidad real.

Con esta generalizacion del problema, segun consideremos las variables
x,y,a, 3,7, € obtendremos distintas estructuras que dan lugar a distintas defini-
ciones de excepcién. En particular, para el problema inicial que se planteaba
[Suzuki, 1997], [Suzuki, 2002], la terna serfa:

(X, By, X NE,y)=(X =y, EA Yy, XNE—=y) (2.33)

que denotan respectivamente la regla common sense, la regla de referencia y la

regla excepcional (csr, ref, exc).

La propuesta indirecta de Liu et al. presentada en [Liu et al., 1999b] utiliza un
método para identificar directamente las reglas de excepcion usando desviaciones.

El proceso que siguen tiene cuatro pasos bien diferenciados:

1. Se obtienen las reglas fuertes, filtrandolas para considerar aquellas que sean
mas fuertes o bien se escogen bajo cierto criterio como por ejemplo las que
el usuario tenga mas interés o aquellas que contengan los atributos mas

relevantes.

2. Para cada regla fuerte, se centran en sus atributos junto con sus clases para

construir una tabla de contingencia que les ayude a calcular las desviaciones.

3. Segin el valor de la desviacién calculada (positiva, cero o negativa) y
su magnitud se distinguen las reglas mas interesantes y los atributos que

ayudaran a conseguir las reglas de excepcion.

4. Para conseguir las excepciones fiables, se toman los atributos de las
desviaciones negativas encontradas y se buscan aquellas que tengan bajo

soporte y alta confianza.
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X-Y Regla common sense  (alto sop y alta conf)
X ANE — =Y Regla de excepcién (bajo sop y alta conf)

E— Y Regla de referencia (bajo sop y/o baja conf)

Tabla 2.20: Estructura esquematizada de las reglas de excepcién dada en
[Hussain et al., 2000].

Las reglas de excepcién obtenidas siguiendo este proceso también llevan asociadas
la regla common sense que seria la regla fuerte de la que proceden los atributos
usados para calcular la excepcion, y la regla de referencia, que puede obtenerse de
la regla de excepcién y que cumple las mismas propiedades que se imponen en la

propuesta de Suzuki et al.

El método desarrollado en [Hussain et al., 2000] por Hussain et al. estd basado
en una nueva medida que estima el interés relativo de la regla de excepcién a sus
correspondientes csr y ref. Siguiendo la idea desarrollada por Suzuki et al., pero
de forma mas simplificada, las reglas de excepcién se consideran como la terna de
reglas de la Tabla 2.20. teniendo en cuenta que cuantos mas atributos involucre
el itemsets F, mas reglas de referencia deberian imponerse, una por cada atributo
en E.

En su propuesta, Hussain et al. utilizan como regla de referencia la regla
FE — Y imponiendo que sea del tipo csr, es decir, con altos valores para el
soporte y la confianza, ya que imponer esta regla implica el cumplimiento de
la regla de referencia X — Y [Hussain et al., 2000]. De esta forma, el algoritmo
seguido se basa en obtener primero las dos csr y a partir de ellas obtener las
reglas de excepcién que tengan mayor valor en la medida que definen. Esta medida
estd basada en la diferencia de informacién relativa de exc con respecto a las dos

csr. La Figura 2.6 esquematiza el método seguido en [Hussain et al., 2000].

La tltima propuesta que hemos encontrado para extraer reglas de excepcion es
la dada por Taniar et al. en [Taniar et al., 2008]. Esta propuesta difiere bastante
de las anteriores ya que no sigue el esquema de encontrar pares o ternas de reglas
que cumplen las propiedades expuestas anteriormente. En lugar de ello, basan
la busqueda de excepciones en encontrar aquellas reglas con bajo soporte y alta
confianza del conjunto global de reglas obtenidas pudiendo ser éstas positivas o
negativas. Ademas definen una medida para la excepcionabilidad que evalia si la
regla de excepcion es fiable o no.
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exc fuerte exc fuerte

CEI
Reglas =~ minsop csr
de
asociacién ] 4 ; ; excC
-------------- e BT minsop exc
Ruido

Figura 2.6: Esquema del método seguido en [Hussain et al., 2000].

Formalmente, para una regla fuerte positiva X — Y, la posible excepciéon que
puede encontrarse es X — —Y midiendo si supera un umbral impuesto al medir
su excepcionabilidad y si ademdas su soporte estd comprendido en un intervalo
[s1, 82]. Este intervalo sirve para impedir que la excepcién no tenga soporte casi
cero ni tampoco exceda el soporte minimo. De forma andloga, para una regla
fuerte negativa X — =Y, la posible excepcion seria X — Y cumpliendo las dos

condiciones anteriores.

Observemos que esta tultima propuesta [Taniar et al., 2008] se distingue de
las anteriores en que sélo encuentra el comportamiento inusual o contradictorio
de una regla fuerte, mientras que las tres propuestas anteriores [Suzuki, 1997],
[Suzuki, 2002], [Suzuki, 2004], [Liu et al., 1999b] y [Hussain et al., 2000] ademds
de capturar dicho comportamiento, permiten saber qué o cuales atributos lo
causan. Este es el papel del atributo o itemsets que hemos denominado F que al
interaccionar con la regla common sense X — Y consigue contradecirla obteniendo
otro valor del atributo Y, o de forma més general, se obtiene su contrario: —Y.

Asi podriamos decir que las reglas de excepcién extraidas con los procedimien-
tos presentados en [Suzuki, 1997], [Suzuki, 2002], [Suzuki, 2004], [Liu et al., 1999b]
y [Hussain et al., 2000] encuentran tanto el comportamiento excepcional (inusual

y contradictorio) como el ‘agente’ que los causa.

Siguiendo la linea de trabajo detallada en el esquema de la Tabla 2.20, se pueden
obtener distintos tipos de conocimiento imponiendo el cumplimiento de tres reglas
(csr, exe, ref) que se ajusten al tipo de informacién que queramos extraer de
una base de datos. Este es el caso de la propuesta dada por Berzal et al. en
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[Berzal et al., 2004] y [Balderas et al., 2005] donde el nuevo tipo de conocimiento
extraido se define como reglas andmalas.

De forma general, una regla anémala es una regla de asociacién que aparece
cuando eliminamos el efecto dominante de una regla del tipo common sense. En
otras palabras, una regla anémala se cumple cuando la regla common sense falla
[Berzal et al., 2004]. El conocimiento que se intenta capturar con este tipo de reglas

€S

X implica fuertemente el cumplimiento de Y,
pero, en esos casos donde X no implica Y,

entonces X implica A con una alta confianza,

de forma breve: cuando ocurre X, entonces ocurre Y (usualmente) o A

(inusualmente). El ftem A representard la anomalia.

El conocimiento dado por las reglas de excepcion y las andmalas es
en cierto modo semdanticamente complementario. Si buscamos el ‘agente’ del
comportamiento extrano o inusual, es conveniente buscar reglas de excepcidn, si
por el contrario estamos mas interesado en el comportamiento inusual, es mejor

utilizar reglas anémalas.

Volviendo al tipo de representaciéon anterior, para las reglas andémalas
podriamos definir, siguiendo la definicién de regla anémala en [Berzal et al., 2004],
la terna (csr, anom, ref) donde la regla common sense seria X — Y, la regla
anémala X A =Y — A y para la regla de referencia imponen que X AY — -4
sea fidedigna. Si viéramos esta ultima ref como una regla negativa en el sentido
de Suzuki et al. podriamos decir que se cumple la regla de referencia X AY /4 A.

El tipo de informacién extraido tanto por las reglas de excepcion como por las
anémalas es semanticamente distinto aunque ofrece similitudes en su formulacion

y pueden utilizarse métodos de extraccion parecidos.

Las siguientes secciones analizan de forma detallada las similitudes y diferencias
de estas propuestas desde un punto de vista seméantico y formal, ofreciendo nuevos
modelos para extraer reglas de excepcién y anémalas utilizando para ello medidas
de interés que no se han tenido aiin en consideracién en este campo y que proveen
parte de la seméantica recogida por la regla de referencia, pudiendo, por tanto,

obviar su cumplimiento en algunos casos.
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2.4.3. Nueva Propuesta para la Biusqueda de Reglas de
Excepcién

Las reglas de excepcién capturan un tipo especifico de conocimiento que puede

interpretarse de forma sencilla como [Balderas et al., 2005)

X implica fuertemente el cumplimiento de Y, (y no E)

pero, en conjuncién con E, X no implica Y.

Por ejemplo [Suzuki, 2001], si X representa antibidticos, Y, recuperacion y E,

estafilococos, se podria encontrar la siguiente regla de excepcién:

“con la ayuda de antibidticos, el paciente normalmente tiende a recuperarse,

a menos que aparezcan estafilococos”,

en este caso la combinacién de estafilococos con los antibiéticos pueden causar la
muerte. Este ejemplo muestra como la interaccién del item E puede cambiar el
comportamiento normal de la regla common sense, en este caso el valor de Y es la
recuperacién del paciente, mientras que =Y (o0 ¢’ en el enfoque de Suzuki et al.)

es la muerte del paciente.

Mediante este ejemplo podemos ver claramente que la semantica de la regla de
excepcion estd recogida con el par de reglas (csr, exc), mientras que la regla de
referencia sirve para obtener reglas de excepcién més fiables. Segin la propuesta
que manejemos, en la literatura podemos encontrar dos alternativas para definir la
regla de referencia: la primera es E /4 —Y segun el enfoque de Suzuki et al., pero
en particular comprueban que F — =Y tenga bajo soporte y/o baja confianza, y
la segunda es que F — Y sea una regla fuerte (alto soporte y confianza) para el

enfoque de Hussain et al. [Hussain et al., 2000].

Nuestro modelo pertenece a las propuestas indirectas siguiendo el esquema de
los enfoques de Suzuki et al. y de Hussain et al. Nuestra propuesta difiere de las
anteriores en que nosotros sélo utilizaremos el par de reglas (csr, exc) para definir
las excepciones y no impondremos la regla de referencia. La segunda diferencia
radica en la medida utilizada para extraer las reglas de excepcioén, obteniendo
un numero menor de reglas de excepcién sin necesidad de imponer la regla de

referencia.

La primera razén que nos motiva a rechazar el uso de la regla de referencia es
que no ofrece un enriquecimiento semantico al definir las reglas de excepcién. La

segunda proviene del hecho de que la regla de referencia propuesta con anterioridad
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por Hussain et al. se sale del dominio del antecedente de la regla common sense,
quedando por la propia definicion de excepcion, injustificado su uso. Ademads
observemos que si obligamos que E — Y sea fuerte, estamos diciendo que
X NE — =Y es una excepcién para dos csr al mismo tiempo: para X — Y
y para ' — Y por lo que el rol de ‘agente’ se intercambia, siendo F para la
primera y X para esta tltima.

A continuacién detallaremos nuestro modelo para la extraccién de reglas de

excepcion usando el factor de certeza y analizaremos sus propiedades.

El Factor de Certeza para evaluar las Reglas de Excepcién

El factor de certeza [Berzal et al., 2002] es una medida de interés que consigue
extraer reglas de asociacién muy fuertes (seccién 2.1.8) y que tiene propiedades
deseables para una medida de interés (seccién 2.1.7). Cuando buscamos reglas de
excepcién tenemos la necesidad de diferenciar aquellas que son realmente fiables
y que no surgen como consecuencia del cumplimiento de otras reglas fuertes. Este
problema es el que se resolvia en las propuestas anteriores mediante la imposiciéon
de la regla de referencia. El principal inconveniente surge al definir una regla de

referencia apropiada asi como utilizar una medida de interés adecuada.

Nuestro modelo se basa en una reformulacién del par (csr,exc) para obtener
una semantica mas precisa de regla de excepcion. Ademads utilizaremos el soporte
y el factor de certeza para obtener reglas de excepcion que sean fiables, reduciendo

por tanto, el nimero total de excepciones extraidas.

Definicién 2.14. Sean X, Y y E itemsets arbitrarios en una base de datos D.
Sea Dx = {t € D : X C t}, es decir, Dx es el conjunto de transacciones en D que
satisfacen X. Diremos que una regla de excepcion es un par de reglas (csr, exc)
de la forma:

= X — Y es muy fuerte en D
= F — Y es fidedigna en Dy

donde la regla common sense (csr) es X — Y y la regla de excepcién (exc),
E— Y.

Mediante esta definicién conseguimos dos objetivos muy importantes a la hora

de extraer reglas de excepcion:

1. Reducir la cantidad de pares (csr, exc) obtenidos.
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2. Obtener reglas de excepcién fiables.

En particular, para extraer las reglas muy fuertes utilizaremos el soporte y el
factor de certeza (ver seccién 2.1.8), y para medir que la regla de excepcién exc

sea fidedigna, utilizaremos el factor de certeza en vez de la confianza.

Observemos que cuando definimos la regla de excepcién nos restringimos al
dominio Dx puesto que queremos que la excepcion sea cierta cuando nos limitamos
al campo de accién del antecedente de la regla common sense. Si volvemos al
ejemplo anterior, podemos ver claramente que la busqueda de excepciones se centra
en encontrar el agente E que al interactuar con X cambia el comportamiento usual

de la regla de asociacion csr.

Ademsds nuestra definicién para reglas de asociacién puede verse como el par
de reglas (X — Y, X AE — X A YY), pero esta ultima no estd permitida
en las definiciones usuales de regla de asociacién puesto que el antecedente y
el consecuente no son disjuntos. Sin embargo, mediante la restricciéon a Dx
conseguimos que nuestra propuesta coincida con las anteriores cuando se utiliza
como medida de interés la confianza. Si llamamos sopy y Confx al soporte y la
confianza obtenida en Dx, es ficil probar que Conf(X A E — —Y) = Confx(F —
-Y):

_|XNE| _|XNE|/|D| _sop(XUE)

_ _ .34
sopy(EU-Y)  [XNEN-Y|/|X]|
f FE -Y) = =
Confx (E — ) sopx (E) X NEl/|X] (2.35)
_xnEn-y] |

= f(XNE Y
|XﬂE| Con( NE — )

Recordemos algunas de las propiedades del factor de certeza que son de interés:

1. Conf(p — ) =1siy sblosi FC(p — ¢) = 1.

Esta propiedad garantiza que el factor de certeza de una regla de asociacién
consigue su maximo valor, 1, si y sélo si la reglas es totalmente cierta
[Delgado et al., 2003a).

2. Sea p — 1 una regla de asociacién con factor de certeza positivo. Entonces

se cumple la siguiente igualdad [Berzal et al., 2002]

FC(p = ¢) = FC(=¢ — —p).
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La confianza no satisface esta propiedad, y es muy interesantes ya que las
reglas ¢ — ¢ y =) — —p representan el mismo tipo de conocimiento desde

un punto de vista légico.

En el capitulo 3.2 veremos como usando el factor de certeza conseguimos
una reduccién considerable del niimero de reglas extraidas y en consecuencia del

numero de reglas de excepcion descubiertas.

A continuacién adaptaremos el modelo formal que tenemos bajo estudio para

la extraccion de reglas de excepcién.

Modelo formal para las Reglas de Excepcion

Esta seccién pretende ofrecer una visién formal tanto para la representacién
como la evaluacion de las reglas de excepcion tomando como herramienta el modelo
formal. Mediante el uso de una adecuada tabla-4ft y adaptando los cuantificadores-
4ft para extraer reglas de asociacion en el conjunto Dx, presentaremos un modelo
unificado que puede trabajar con pares de reglas, para las reglas de excepcién, o

con ternas como veremos en secciones posteriores para las reglas anémalas.

La ventaja de esta formulacién radica en obtener un marco unificado para la
extraccion tanto de reglas de asociacion, de excepcién o andémalas, siguiendo el

mismo proceso cambiando los cuantificadores-4ft necesarios en cada caso.

Consideraremos que X,Y y E son tres itemsets cualesquiera en una base de
datos D, aunque en la practica impondremos que E sea un sélo item para una mejor
comprensién de la regla de excepcién. Supongamos que la tabla-4ft asociada a la
regla X ~ Y es M = (a,b,c,d). Definimos la tabla-4ft 4ft(E,Y,Dx) = ME =
(e, f,g,h) como

ME 'Y v

E e
-F g h

a+b

donde e es el niimero de transacciones de Dx satisfaciendo Y y F; f el niimero de
transacciones de D x satisfaciendo F y no Y, etc. La suma de las cuatro frecuencias
de ME corresponde a la suma de a y b, i.e. a = e + ¢, b = f + h. Seguiremos

usando n para el nimero total de transacciones de D.

Para adaptar los cuantificadores-4 ft de confianza y factor de certeza para

validar la regla de excepcion en Dy, es muy sencillo puesto que sélo tendremos
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que tomar las frecuencias asociadas a los itemsets E y —Y pero para la tabla-4ft
MZE. Usaremos el superindice E en los cuantificadores-4ft para diferenciarlos de
los definidos con anterioridad para M.

Para la confianza recordemos que el cuantificador-4 ft asociado es el implica-

cional, que para extraer reglas de excepcion serd

f

:>F (evf>gah): 6+f

(2.36)

Observemos que este cuantificador al involucrar un itemsets negado es distinto de
=;. En particular, =% (e, f,g,h) = =1 (f,e,h,9).

Estos cuantificadores-4 ft, que llamaremos E-cuantificadores por brevedad, s6lo
tendran asociada una condicién del tipo siguiente:

=¥ (e, f,g,h) > minconf (2.37)

puesto que en principio no hay ninguna restriccién para el soporte. Sin embargo
si quisiéramos que el soporte de la regla exc estuviera contenido en un intervalo,
como por ejemplo imponian algunas de las propuestas anteriores, sélo tendriamos

que asociar también dicha condicién que seria del tipo:

fo_
e+f+g+h a+bd

€ [minEsop, maxEsop] (2.38)

donde minFEsop y maxFEsop denotan los soportes minimo y méaximo que podria
tener la regla exc. De nuevo, la condicién estaria restringida a Dy, puesto que en

el resto de la base de datos no importa si se cumple o no la excepcién.

En nuestra propuesta, utilizaremos en lugar de la confianza, el cuantificador
equivalente asociado al factor de certeza debido a sus buenas propiedades ya
mencionadas en anteriores secciones. Ademads, gracias a la propiedad 1. del factor
de certeza vista en la seccién anterior, las reglas obtenidas son més fiables y no
impondremos la condicién para el soporte dada en (2.38).

El E-cuantificador asociado al factor de certeza se define como sigue:

=7 (e, f) —sopx(7Y)
1 —sopx(~Y)
=Fc (e, f,9,h) = {0 si =7 (e, f) = sopx (7Y)  (2.39)
=7 (e, f) —sopx (7Y)
sopy (7Y

si =F (e, f) > sopx (mY)

si =¥ (e, f) < sopx ()
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que es equivalente a

fg—eh .
C+Nerg 197
EEC (eafagvh) =40 si fg =eh (240)
fg—eh .
—(e+f)(f—|—h) si fg < eh.

El procedimiento a seguir para extraer reglas de excepcién siguiendo nuestro
modelo se podria resumir diciendo que en primer lugar utilizamos el cuantificador
=rpc¢ de forma muy fuerte como vimos en la definicién 2.3 de la seccién 2.1.8, y
después imponemos que el E-cuantificador EI]?:C supere el umbral minF'C impuesto
por el usuario.

2.4.4. Nuevas Propuestas para la Busqueda de Reglas
Andémalas

Las reglas anémalas fueron presentadas por primera vez por Berzal et al. en
[Berzal et al., 2004] como una alternativa a las reglas de excepcién intentando

capturar un nuevo tipo de conocimiento en una base de datos.

De forma general, una regla anémala es una regla de asociacién que sale a la
superficie cuando se elimina el efecto dominante producido por una regla fuerte.
En otras palabras, es una regla de asociaciéon que se verifica cuando falla la regla
common sense [Berzal et al., 2004]. Formalmente, una regla X ~» A se dice que es
una regla andmala si satisface las tres condiciones siguientes [Berzal et al., 2004],
[Balderas et al., 2005]:

1. X — Y es una regla fuerte (frecuente y confidente)
2. X A=Y — A es una regla confidente
3. X ANY — —A es una regla confidente

Para enfatizar todos los consecuentes participantes, en [Balderas et al., 2005] se
usa la notacién X ~» A|-Y, que puede leerse como: “X estd asociado con A
cuando Y no esta presente”.

En esta definicién esta implicito el uso del soporte y la confianza para obtener
las reglas anémalas. La semantica que intenta capturar este tipo de reglas es el
siguiente:
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X implica fuertemente Y,
pero en esos casos donde no se obtiene Y,
entonces X implica (de forma confidente) A.

En otras palabras: “cuando X, entonces se tiene Y (usualmente) o A (inusual-
mente)”. Las reglas andémalas representan desviaciones homogéneas del compor-
tamiento usual. Un ejemplo puede aclarar en qué situaciones es conveniente el uso
de este tipo de reglas [Balderas et al., 2005]. Supongamos que en una base de datos

médica obtenemos una regla fuerte del tipo
si sintomas-X entonces enfermedad-Y

y en aquellos casos donde la regla no se cumpla, podremos descubrir una anomalia

interesante del tipo
si sintomas-X entonces enfermedad-A cuando no-enfermedad-Y

La diferencia esencial de las reglas anémalas con respecto a las de excepcion es
la existencia del itemsets F que hemos denominado el “agente” de la excepcion en
esta ultima, mientras que las reglas anémalas no buscan dicho agente, si no que
pretenden encontrar el comportamiento causado mediante la imposicién de que
la mayoria de las excepciones correspondan al mismo consecuente A para poder

considerarse una anomalia.

Si pensamos de nuevo en el esquema (csr, exc, ref), para las reglas anémalas
podria verse como una terna (csr, anom, ref) donde la regla de referencia es
X ANY — —A. En este caso, la regla de referencia si viene definida para aquellas
transacciones que satisfacen X ya que el conocimiento que queremos obtener

estd bajo la influencia de X y no importa lo que le ocurra a A fuera de su dominio.

De nuevo, la imposiciéon de una regla de referencia ayuda a encontrar un
conjunto de reglas andmalas que sea fiable, ademés de reducir su niimero. En
esta linea se encuentra [Balderas et al., 2005] donde se continia trabajando para
encontrar reglas anémalas més fiables mediante algunos criterios que reducen el
numero de reglas andmalas extraidas. Entre estos criterios se encuentra el de
proporcionar una medida de interés a cada regla para obtener un ranking de las
reglas mas fiables, en su caso se basa en la confianza de las reglas anom y ref, es
decir, cuanto mayor sea la confianza de X A-Y — Ay X AY — —A maés fuerte

es la anomalia.

Para resolver el problema de encontrar reglas anémalas maés fiables y a la vez
mas fuertes a continuacién presentamos nuestra propuesta usando el factor de

certeza y siguiendo con la formulacién presentada para las reglas de excepcién.
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Nueva Formulacién para Reglas Anémalas

El modelo que proponemos para la extraccion de reglas anémalas se basa en

las mismas dos ideas que empleamos para las reglas de excepcién:
1. Definir las reglas anémalas usando el dominio D .

2. Utilizar el factor de certeza en vez de la confianza para obtener reglas més

fiables y reducir el nimero de reglas anémalas obtenido.

Antes de presentar nuestro modelo, analizaremos un poco maés la formulacién
para reglas anémalas de [Berzal et al., 2004]. Los autores centran su bisqueda en
las transacciones que, conteniendo X, no verifican la regla common sense X — Y;
y calculan la confianza de la regla anémala mediante la confianza de X A=Y — A

como sigue:
sop(X U—-Y U A)

sop(X U—Y)
Ademsds imponen que la confianza de la regla de referencia

sop(X UY U-A) sop(XUY)—sop(XUY UA)
sop(XUY) sop(X UY)

Conf(X ~ A) = (2.41)

Conf(X AY — —-A) =
(2.42)

sea mayor que el umbral minconf.

Veamos con mas detenimiento qué nos dice esta condicién. Si observamos la
Figura 2.7 podemos ver que fijando el soporte de X UY U A, la confianza de la
regla de referencia es monétona creciente en sop(X UY), es decir, que crece cuanto
mayor es el soporte de la regla common sense. Ademds este crecimiento es muy
fuerte cuando se supera el valor impuesto para el minsop (en el caso de la gréfica,
minsop = 0.01). Si por el contrario fijamos sop(X UY), la confianza depende
linealmente de sop(X UY U A) y decrece hasta 0 cuando sop(X UY UA) = minsop.

Por tanto, el crecimiento de Conf(X AY — —A) es mayor cuanto mayor
sea Sop(X — Y). Ademds estd mds préximo a 1 cuando el anterior soporte ha
sobrepasado el umbral minsop. Esto nos lleva a que la condiciéon impuesta por la
regla de referencia es bastante débil puesto que Sop(X — Y') > minsop siempre
se cumple por las condiciones asociadas a la regla common sense. También es
cierto que cuanto menor sea sop(X UY U A), la confianza de la regla de referencia

serd menor.

Por este motivo proponemos una formulacién distinta para obtener reglas
anémalas que difiere en la anterior en la regla de referencia, que después
probaremos que es una condicién més fuerte que la dada en [Berzal et al., 2004] y
[Balderas et al., 2005].
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Conf(X AY — —4)
1

Conf(X AY — —4)
0.8
0.6

0.4 0.4

0.2 0.2
sop(X UY) sop(X UY U A)
0.2 0.4 0.6 0.8 1 0.002  0.004 0.006  0.008 0.01

Figura 2.7: Comportamiento de la confianza de la regla de referencia frente a los
soportesde X UY y X UY U A.

Definiciéon 2.15. Sean X,Y dos itemsets arbitrarios y A un item arbitrario.
Definiremos una regla anémala por la terna (csr, anom, ref) cumpliendo las
siguientes condiciones:

1. X =Y es una regla fuerte (csr, frecuente y confidente).
2. =Y — A es una regla confidente en Dx (anom).
3. A — 1Y es una regla confidente en Dy (ref).

Esta definicién lleva el uso implicito del soporte y la confianza como
medidas para extraer las reglas andémalas (como en la definicién propuesta en
[Berzal et al., 2004]), usando para ello los umbrales de minsop y minconf.

Si comparamos nuestra formulacién con la de Berzal et al., la nuestra es
equivalente desde un punto de vista logico formal si anom y ref las definimos
en Dy puesto que A — =Y es equivalente a ==Y — =A =Y — —A. Ademads si
notamos por sopy, Sopy y Confx respectivamente al soporte de un itemsets, de
una regla y la confianza de una regla en Dx tenemos que:

_JAx|] _|1XnA]l | XNA|/|D|] sop(XUA)

A) = — — -
sopx (4) |Dx| | X| | X/ |D| sop(X)
_ sopx(AUB) sop(XUAUB) [XNANDB|
sopx (A — B) = Dx| = sop(X) = X]
_sopx(AUB) | XNANB|/|X|] [XNANB|
Contx(d=B) == 0@~ XnAl/IX] — [XnA

= Conf(X N A — B)



2.4. Biisqueda de otros Tipos de Conocimiento mediante Reglas de Asociacion 143

donde Ax = {t € A: X C ¢}. Y usando las anteriores igualdades es fdcil probar

que:

Conf(X A=Y — A) = Confx (=Y — A)
Conf(X ANY — —A) = Confx (Y — —A)
Conf(X N A — =Y) = Confx (A — —Y).

Queremos destacar que la confianza asociada a nuestra regla de referencia tiene
un comportamiento parecido al ofrecido para la de Berzal et al. en la Figura 2.7
pero en la primera grafica el pardmetro que influye es sop(X U A) sobre el que “a

priori” no tenemos ninguna condicién asociada.

Veamos mediante un ejemplo como nuestra formulacién es mas fuerte que la
ofrecida por Berzal et al. [Berzal et al., 2004], introduciendo un punto de vista

semantico ligeramente distinto al cambiar la regla de referencia.

X Y A X Y A X Y A
X Y A X Y A X Y A
X Y A X Y A X Y A
X Y A X Y A X Y A
X v A X Y A X Y A
X v A X v A X Y A
X v A X v A X v A
X v A X v A X v A
X v A X v A X v A
X v A X v A X v A

Tabla 2.21: Conjuntos de datos D1, D2, D3.

En los conjuntos de datos D1, D2 y D3 representados en la Tabla 2.21 sélo
hemos considerado aquellas transacciones que satisfacen X . En todos ellos la fuerza
de la regla common sense y la confianza de la anomalia son la misma. En particular,
Conf(X A=Y — A) =1.

Si medimos la confianza de X AY — —A (ref en la propuesta de Berzal et al.)

es bastante alta en todas ellas, superando el valor de 0.5, mientras que la confianza
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de XAA — =Y (ref en nuestra propuesta) no supera dicho valor hasta el conjunto

D3. La Tabla 2.22 muestra la confianza usando ambas propuestas.

D | Conf(X AY — =A) | Conf(X AN A — =Y)

1 0.5 0.333
2 0.625 0.4
3 0.75 0.5

Tabla 2.22: Confianza de las reglas X ANY — -Ay X AN A — =Y en los conjuntos
de datos D1, D2 y D3.

Resumiendo, nuestra condicién es mas estricta bajo la condicién que marca
la proposicion 2.6 y la seméantica asociada es que el porcentaje de transacciones
conteniendo X y A y no Y entre aquellas que contienen X y A tiene que ser mayor
que el umbral para la confianza. Aunque nuestra propuesta es equivalente desde
la l6gica formal a la propuesta de Berzal et al., en ella no tenemos el problema de
que la confianza de la regla X A Y — —A se vea afectada cuando se incrementa el
soporte de X — Y.

La siguiente proposiciéon ofrece una comparacién del comportamiento de la

regla de referencia de ambas propuestas.

Proposicion 2.6. Sean X,Y y A itemsets arbitrarios. Se cumple la siguiente
desigualdad
Conf(X NA— =Y) < Conf(X A Y — —A) (2.43)

si, y solo si,
sop(X UA) <sop(XUY).
Demostracion. Por definicién de la confianza deberemos probar:

sop(X UAU-Y) < sop(X UY U—-A)
sop(XUA) — sop(XUY)

y sabemos que

sop(X UA) =sop(XUAU-Y) +sop(X UAUY)
sop(X UY) =sop(X UY U—-A4) +sop(XUAUY)

Para simplificar los cdlculos, llamaremos j = sop(XUAU—Y), k = sop(XUY U-A)
et = sop(X UAUY). Con esta notacién tenemos que sop(X UA) =i+ jy
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sop(X UY) = i + k. Luego, deberemos probar cudndo se cumple la siguiente
desigualdad:
j k
—— < - .
i+ i+k

Como j, k e i son > 0, la anterior desigualdad es equivalente a:

3@+ k) < k(i +j)

ji+ ik < ki + kj
ji < ki
Jj<k

donde hemos supuesto que ¢ = sop(X U AUY) es positivo (i # 0). Sii = 0

tendrfamos una situacién trivial ya que j/j =1 < 1 = k/k siempre se cumple.
Por tanto, la desigualdad de la ecuacién (2.43) se verifica si, y s6lo si sop(XUAU

=Y) < sop(XUY U—A) que es equivalente a imponer que sop(XUA) < sop(XUY),

ya que el cumplimiento de j < k es equivalente al cumplimiento de i+7 <i+k. W

Esta proposiciéon proporciona una relacién entre las confianzas de las reglas de
referencia de las dos propuestas, probando que la nuestra es mas restrictiva que la
ofrecida en [Berzal et al., 2004].

En general, la desigualdad (2.43) es cierta cuando el soporte de X UY es mayor
que el de X U A. Si suponemos lo contrario, es decir, si sop(X U A) fuera mayor
que sop(X UY) esto implicaria que la confianza de la regla X — A es mayor que
la de la regla X — Y,

sop(XUY) |[XNnY| [XNAl sop(XUA)
sop(X) X X sop(X)

esto es,
Conf(X —Y) < Conf(X — A)

luego X — A serfa més fuerte que X — Y. Por tanto, si el soporte de X U A es
mayor que el de X UY estarfamos buscando las reglas anémalas asociadas a la
regla common sense X — A en lugar de X — Y. Por tanto, la condicién dada en

la proposicién 2.6 se cumplird siempre.

El Factor de Certeza para Evaluar las Reglas Anémalas

El uso de la confianza para extraer reglas fiables no es muy aconsejable debido
a los problemas que ya comentamos en el primer capitulo. En particular, cuando

queramos obtener reglas andémalas fiables, serd mejor utilizar otro tipo de medida
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de interés. En nuestro caso, el factor de certeza sera la medida elegida, quedando la
obtencidn de las reglas anémalas definida por la terna (csr, anom, ref) cumpliendo

las tres siguientes propiedades:
1. X =Y es una regla muy fuerte (csr, frecuente y fidedigna).
2. 7Y — A es una regla fidedigna en Dx (anom).
3. A — =Y es una regla fidedigna en Dx (ref).

En esta nueva formulacién viene implicito el uso del soporte y el factor de certeza

as{ como los umbrales asociados minsop y minFC.

Observemos que usando el factor de certeza, las equivalencias anteriores cuando
usabamos la confianza en D y en Dx no son ciertas. Esto es debido a que para
calcular el factor de certeza en D, utilizamos el soporte del consecuente en D,

mientras que en Dx el soporte se calcula en Dx. Con otras palabras,

FC(X A=Y — X AA) # FCx (=Y — A)

(2.44)
FC(XNA—-XAN-Y)#FCx(A— -Y)
puesto que
XNA XNnA
sop(X NA) = | |g| | # | |;| | = sopx (A). (2.45)

A continuacién del mismo modo que hicimos para las reglas de excepcion,

adaptaremos los cuantificadores-4 ft para las reglas anémalas.

Modelo Formal para las Reglas Andémalas

La formulacién empleada para definir las reglas anémalas se asemeja al de las
reglas de excepcion, por lo que los cuantificadores-4 ft asociadas a ambos tipos de

reglas guardaran ciertas relaciones entre si.

En [Delgado et al., 2008b] podemos encontrar un estudio preliminar del modelo
formal para la representacion y la evaluacion de las reglas de excepcién y las
andmalas. Pero aqui presentamos un estudio mas detallado y ligeramente distinto
al presentado alli, resaltando la relacién entre los cuantificadores-4 ft de los dos

tipos de reglas estudiados.

Sean X, Y, y A los itemsets involucrados en la formulacién de las reglas
anémalas. Del mismo modo que ocurria para las reglas de excepcion, la tabla-
4ft asociada es M4y = 4ft(A,Y,Dx) = (i,5,k,1) donde el papel de E ahora lo
desempena el itemsets A (ver Tabla 2.23). En dicha tabla i representa el ntiimero
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METY Y
Al i
-A |k l
a+b

Tabla 2.23: Tabla-4ft para los itemsets A e Y en Dx.

de transacciones en D satisfaciendo X, Y y A; j el niimero de transacciones
satisfaciendo X, =Y y Ay asi sucesivamente con k y [. La suma de estas frecuencias
corresponden a las frecuencias a y b vistas en la seccion 1.2, i.e. a =i+k, b= j+1.

Seguiremos notando por n al numero total de transacciones de D.

De nuevo adaptaremos los cuantificadores-4ft para la evaluacién de reglas
anémalas. En particular, sélo deberemos definir dos nuevos cuantificadores que
son los asociados a la regla denominada anom, puesto que para la regla csr y para
la ref podemos reutilizar los definidos para las reglas de excepcién.

Llamaremos A-cuantificador, para distinguirlo de los anteriores, cuando el
cuantificador use las frecuencias de la tabla-4ft ./\/l‘;‘(. Para las dos propuestas

anteriores, definimos los dos A-cuantificadores siguientes:

J

A/ -
= ) ak7l = T 2.46
7 (4,7 ) Jt1 ( )
para la primera propuesta que exige que =Y — A sea confidente en Dx, y
gk —il e
———— if jk >l
G+ 7
=pc (6,4, k1) =0 if jk = il (2.47)
ik — il
JE if jk < il.

G+ )G +1D)
para la segunda propuesta donde se exige que la regla anémala sea fidedigna.

La condicién asociada a la regla common sense serd idéntica que para el caso
de las excepciones usando el cuantificador =1 (a,b,c,d) de forma fuerte o el
cuantificador =p¢ (a,b, ¢,d) de forma muy fuerte, segtin la propuesta.

Para la regla de referencia, observemos que su formulacién coincide con la de la
regla de excepcién exc donde se intercambia E por A. Por tanto, podemos utilizar
los E-cuantificadores definidos anteriormente pero usando las frecuencias de M%,
es decir, los cuantificadores =¥ (i, k,1) y =2, (,7,k,1) segtin sea la regla de

referencia confidente o fidedigna respectivamente.
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Siguiendo la notacién del modelo formal, podemos ver que la proposicién 2.6
puede reformularse como se muestra a continuacién, siendo su demostracién la

misma ya que utilizamos justamente una notacién que concuerda con la del modelo.

Proposicién 2.7. Sea M4 = 4ft(A,Y,Dx) = (i, j, k,1) la tabla-4ft asociada a
los itemsets X, Y y A. Entonces, la desigualdad siguiente

=2 (6,5,k,1) < =¥ (i, k,5,1) (2.48)

se cumple si, y solo si
i<k
Su equivalencia con la proposicion 2.6, es inmediata si observamos que
k
Confx (A — —Y)==F (i,j,k 1),y =F (i,k, j,1) = RS Confx (Y — —A).
i
Resumiendo, para obtener reglas anémalas usando la definicién 2.15 en la que

se tiene sélo en consideracion la confianza, los cuantificadores involucrados son:

= =7 (a,b,¢,d) usado de forma fuerte, i.e. =5 (a,b,¢,d) > minconf y
a

— > minsop,

n
» =4 (i,5,k,1) > minconf, y
» =% (i,j,k,1) > minconf.

Por el contrario si queremos utilizar la segunda propuesta para obtener reglas

andémalas mas fiables en la que se ve involucrado el factor de certeza:
s =pc (a,b,¢,d) usado de forma muy fuerte, i.e. =p¢ (a,b,¢,d) > minFC,
a .
— > nunsopy —,
n n
« =0 (4,4, k1) > minFC,y
« =£. (i,4,k,1) > minFC.
A continuacién presentaremos un nuevo tipo de regla de asociacién a la que
llamaremos regla doble. Este tipo de regla junto con la extracciéon de sus reglas de

excepcion y anémalas asociadas, nos describira de una forma mdés precisa y fiable

la relacién entre dos itemsets.
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2.4.5. Describiendo la Relacién Existente entre los Itemsets:
Reglas Dobles

Las reglas de asociacion tratan de describir el tipo de relacién existente cuando
se encuentran ocurrencias conjuntas de items de diversa indole. Segin la medida
que usemos, podremos percibir si la relacién cumple unas propiedades u otras.
Pero en la mayoria de los casos la medida no es capaz de describir de forma
fiable dicha relacién porque los valores obtenidos no alcanzan su méaximo. Por esta
razon quedan muchos flecos cuando se intenta describir la relacién entre dos o més

itemsets.

El propédsito de esta seccidén es ofrecer un procedimiento para describir de
la forma més completa posible la relacion entre un conjunto de items mediante
algunas de las herramientas descritas anteriormente. La idea clave en el proceso
es la extraccion de las que llamaremos reglas dobles junto con las reglas anémalas

y de excepcién asociadas.

A veces, cuando se efectiia una bisqueda de reglas de asociacién, se encuentran
que dos itemsets estdn muy relacionados y existe poca diferencia si escogemos
un sentido u otro de la relaciéon. Cuando nos encontremos en dicha situacién,
serd util obtener no sélo en qué sentido es mas fuerte la relacién entre ambos, si
no los dos sentidos de la regla de asociacién junto con las medidas asociadas para
cada sentido, y de este modo estudiar con mas profundidad la naturaleza de estos
resultados. Para ello definiremos el concepto de regla doble para representar este
tipo de reglas “bidireccionales”.

Por tanto, una regla doble serd una regla que represente una relacién fuerte en
las dos direcciones posibles: en X — Y y en Y — X. Veamos un ejemplo de este

tipo de situaciones.

Ejemplo 2.6. Imaginemos que tenemos una base de datos que almacena
informacién sobre los animales vertebrados y sus caracteristicas en un parque

nacional. Una de las reglas fuertes que podriamos extraer es:
si el animal vuela, entonces es un péjaro.

Pero esta regla también puede extraerse de forma fuerte en la otra direccion, i.e.

la regla

si el animal es un péjaro, entonces vuela

es también fuerte.
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En estas situaciones, serd conveniente no desechar una de las direcciones
escogiendo la de mayor valor, si no, obtener la regla en ambas direcciones siempre
que se superen unos umbrales minimos establecidos por el usuario. Siguiendo este

criterio definiremos las reglas dobles.

Definicién 2.16. Una regla de asociacién X — Y se dice que es doble y fuerte si

las reglas X — Y e Y — X son fuertes.

De ahora en adelante utilizaremos « para denotar a las reglas dobles. En
particular llamaremos antecedente y consecuente de una regla doble X <« Y a X
e Y respectivamente, donde la confianza (u otra medida de interés como el factor
de certeza) de la regla de X — Y serd mayor o igual que la de Y — X.

De acuerdo a esta definicién, proponemos su analoga para un cuantificador-4 ft.

Definicién 2.17. Sean X,Y dos itemsets en una base de datos D formada por n
transacciones. Sea M = 4ft(X,Y, D) = (a,b,¢,d) la tabla-4 ft asociada. Diremos
que un cuantificador-4 ft = se utiliza de forma doblemente fuerte si se le imponen

las siguientes condiciones:

~ (a,b,¢,d), =~ (a,c,b,d) > p A — > minsop

Sle

donde 0 <p<1y0< minsop < 1.

Queremos hacer notar que el soporte de las reglas X — Y e Y — X coinciden,
vy que p en la definicién anterior es el umbral definido para el cuantificador. Por
ejemplo en el caso de utilizar el cuantificador-4ft =, p es justamente minconf y

en el caso de =p¢, p es minFC.

Recordemos que un cuantificador-4 ft es simétrico [Hjek and Havranek, 1978]
si ~ (a,b,¢,d) = = (a,c,b,d). Para este tipo especial de cuantificador-4ft se
cumple el siguiente corolario.

Corolario 2.3. Un cuantificador-4ft simétrico =~ se utiliza de forma doblemente

fuerte si satisface las siguientes condiciones:
a
~ (a,b,c,d) >p N — > minsop
n
donde 0 <p <1 y0<minsop < 1.

Esta propiedad reduce el nimero de imposiciones para extraer reglas dobles si

utilizamos cuantificadores-4 ft simétricos.

La idea de regla doble y fuerte captura una relacién muy estrecha entre dos
conjuntos de items. Podria verse como una especie de equivalencia entre los dos

itemsets en el sentido de que son en cierta medida intercambiables.
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En el ejemplo anterior podemos ver que la regla doble pdjaro < volar no es
100 % cierta ya que hay casos en los que no se cumple, por ejemplo un pingiiino
es un pajaro que no vuela. En las siguientes secciones proponemos cémo obtener
las reglas de excepcién y las andmalas asociadas a una regla doble, explicando las

posibles situaciones y su seméntica asociada.

Reglas de Excepcién asociadas a Reglas Dobles

Las reglas dobles pueden verse como dos reglas de asociacion simples, por ello
pueden tener asociadas distintas reglas de excepcién en cada uno de los sentidos
de la regla. Estas reglas de excepcién mostraran con maés detalle cuales son los
“agentes” que interfieren en la relacion entre el antecedente y el consecuente de la

regla doble. Veamos el siguiente ejemplo, continuacién del anterior.

Ejemplo 2.7. En el ambiente del ejemplo 2.6 podemos descubrir dos tipos de
reglas de excepcion fijada la regla common sense pdjaros < volar. El primer tipo
de regla de excepcién contiene las excepciones asociadas al antecedente de la regla
doble:

si el animal es un péjaro, entonces vuela,
excepto los pingiiinos y las avestruces
y el segundo tipo estad asociado al consecuente, como por ejemplo:
si el animal vuela, entonces es un péajaro, excepto los murciélagos.

Como se muestra en el ejemplo, las reglas de excepcién pueden estar asociadas
a los dos sentidos de la regla doble. A continuacién analizamos los distintos casos
poniendo un énfasis especial en algunos que son mas interesantes. Las distintas

alternativas son:

1. No encontrar reglas de excepcién asociadas a la regla doble.

2. Encontrar reglas de excepcion en un solo sentido de la regla doble, obteniendo

uno de los dos esquemas siguientes:

) XY Regla doble y fuerte
bien
X ANE — Y Regla confidente/fidedigna

XY Regla doble y fuerte
Y AE — -X Regla confidente/fidedigna

o bien
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3. Encontrar reglas de excepcién en ambos sentidos de la regla doble:

XY Regla doble y fuerte
X ANE — =Y Regla confidente/fidedigna
Y AE — =X Regla confidente/fidedigna

En este caso, podemos encontrarnos con dos situaciones:
a) La regla doble tiene distintas reglas de excepcién en cada direccidn, es
decir, los items involucrados en ellas son distintos, i.e. F # E’.

b) Las reglas de excepcidén involucran el mismo item en los dos sentidos de

la regla doble, i.e. tenemos que E = E:

X oY Regla doble y fuerte
X ANE — =Y Regla confidente/fidedigna
Y ANE — =X Regla confidente/fidedigna

Para ilustrar que este ultimo caso puede ocurrir, consideramos la base de datos
mostrada en la Tabla 2.24 que contiene doce transacciones. En ella tenemos que
sop(X < Y) ~ 0.583, Conf(X — Y) ~ 0.78, y Conf(Y — X) ~ 0.78, lo que
demuestra que X < Y es una regla doble y fuerte si imponemos el umbral
minsop = 0.5 para el soporte y, para la confianza, minconf = 0.6. Ademés se
cumple que Conf(X A E — =Y) ~ 0.67, y Conf(Y A E — —X) ~ 0.67, por lo que
FE estaria en las reglas de excepcion de los dos sentidos de la regla doble.

Semanticamente podriamos decir que hemos encontrado un “agente” que
influye en los dos sentidos de la regla doble, es decir, su presencia perturba el
comportamiento usual de la regla doble y fuerte X « Y. Este caso es muy
interesante puesto que la interaccién de este “extrano” factor (en el sentido de
infrecuente) cambia el comportamiento de la regla doble en los dos sentidos a la

vez. Cuando esto suceda, diremos que E define una ezxcepcion doble.

Para encontrar este tipo de excepciones dobles, se hace indispensable que los
grados de confianza de la regla doble en ambos sentidos no estén préximos a 1, ya
que cuando esto suceda hay menos probabilidad de que la excepcion sea la misma

para los dos sentidos de la regla doble.

Para los casos 2 y 3, dependiendo del grado de cumplimiento dado por la

medida de interés (confianza o factor de certeza en nuestro caso), obtenemos
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X Y F
X Y F
X Y F
X Y F
X Y F
X Y F
X Y E
X Y FE
X Y’ E
X' Y E
X Y E
X' Y’ E

Tabla 2.24: Base de datos que tiene una excepcién doble.

una descripcién mas detallada sobre la relacién entre dos itemsets asociados de
forma doble y fuerte. Este es el caso de nuestro ejemplo, donde la relacién entre
péjaro y volar estd totalmente descrita cuando también conocemos las excepciones
asociadas. En otras areas como por ejemplo en medicina, ademas de las reglas de

excepcion, es muy util obtener las reglas anémalas asociadas a la regla doble.

Reglas Anémalas asociadas a Reglas Dobles

Como sucede en la anterior seccién, cuanta més informacion haya disponible
sobre la asociacién entre dos conjuntos de items, mejor describiremos su relacién.
Al igual que sucedia con las reglas de excepcién, podemos encontrar reglas
anémalas asociadas a cada uno de los dos sentidos de la regla doble, teniendo

las siguientes situaciones:
= No hay reglas anémalas asociadas a la regla doble.
= Una de los sentidos de la regla doble tiene asociado alguna regla andémala.

= En ambos sentidos de la regla doble encontramos distintas reglas anémalas,
es decir, reglas anémalas con A # A’.
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= Existe un unico item A que aparece en las reglas anémalas asociadas en

ambos sentidos de la regla doble.

Lo ma&s interesante a resaltar aqui es la reformulacién de las reglas anémalas
usando reglas dobles. Si echamos un vistazo a nuestra propuesta, podria resumirse

mediante el cumplimiento de las dos siguientes condiciones:

X <Y doble fuerte en D
-Y < A doble confidente/fidedigna en Dx

donde la regla ¢ < 1 es doble confidente/fidedigna si tanto ¢ — 1 como ¥ — ¢

son confidentes/fidedignas.

2.4.6. Discusion y Conclusiones

Las reglas de asociacién capturan la semantica de la aparicién conjunta y
frecuente de un conjunto de atributos, pero existen otro tipo de asociaciones que
aun siendo infrecuentes también pueden resultar interesantes. Este es el caso de
las reglas de excepcién y las reglas anémalas. Hemos hecho un amplio recorrido en
las diversas propuestas, enfatizando en aquellas que se basan en una formulacién
usando reglas de asociacion, en particular en las que utilizan la terna de reglas

(csryexc/anom,ref).

Por otro lado, hemos introducido el concepto de regla doble que recoge una
asociacién mas intima entre dos conjuntos de items, que puede ser de gran utilidad
cuando dichos itemsets estan relacionados en ambos sentidos de la regla. Hemos
propuesto un método para conocer de forma mads fiable la relacién mediante la
extraccion de las reglas de excepcion y anémalas asociadas a la regla doble. Esto
puede ser de utilidad e interés en algunos dominios como la medicina, donde
sabemos que existen relaciones muy fuertes entre algunos conjuntos determinados

de items (enfermedades, sintomas y medicamentos por ejemplo).

Queremos insistir en que la seméantica recogida por las reglas de excepcién y
las andémalas es distinta. Las reglas de excepcion requiere la existencia de un item
(o itemsets) conflictivo al que hemos llamado E, mientras que para extraer reglas
anémalas se impone que la mayoria de las excepciones correspondan al mismo
consecuente A para poder ser considerada una regla anémala. Para ilustrar estas

diferencias, en [Berzal et al., 2004] se presentan varios ejemplos.



2.4. Briisqueda de otros Tipos de Conocimiento mediante Reglas de Asociacion 155

Sin embargo, puede ocurrir que la semdantica de anomalia o excepcién estén
mezcladas. En estas situaciones el contexto y la experiencia del usuario o experto
en el area son herramientas indispensables para discernir qué tipo de conocimiento
se ha extraido. La base de datos mostrada en la Tabla 2.25 es un ejemplo artificial
para describir esta posibilidad bajo ciertas hipdtesis sobre los umbrales mincon f

o minF'C' impuestos.

X Y z
X Y =
X Y 2
X Y Z
X Y Z
X Y Z
X Y zZ
X Y 2z
X Y z
X Y z
X Yy z
X vy z
X vy z
Xy z

Tabla 2.25: ;7 esta asociada a una regla de excepcién o a una regla andémala?

De esta tabla usando los umbrales 0.3 para el soporte y 0.6 para la confianza,
obtenemos que Sop(X — Y) = 0.571 y Conf(X — Y) = 0.8 por lo que
X — Y es una regla common sense (regla fuerte). El item Z es una excepcién
usando por ejemplo el enfoque de Hussain et al. [Hussain et al., 2000] puesto que
Conf(X AN Z — =Y) = 0.667 y su condicién para la regla de referencia también se
cumple ya que Sop(Z — Y) = 0.357 y Conf(Z — Y) = 0.714 indican que Z — Y
es fuerte. Pero observemos que X ~» Z |-Y satisface las condiciones para ser una
regla anémala porque Conf(X A—-Y — Z) =1y Conf(X AY — —Z) = 0.875 si
usamos la propuesta de Berzal et al. y Conf(X A Z — —Y) = 0.667 con nuestra
propuesta. Sin embargo, usando el factor de certeza, FC(XANZ — XA-Y) = 0.571
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el valor es menor y por tanto descartariamos a ésta ultima regla como anémala.

Cuando haya situaciones en las que no sepamos distinguir si tenemos una regla
de excepcién o una regla anémala, la forma mas razonable de proceder es echando
una mirada al contexto y después decidir la seméantica que mejor se ajuste segin
el atributo o item Z en cuestién. Cuando queramos utilizar una condicién objetiva
para discernir entre una u otra, podemos elegir de acuerdo al mayor valor obtenido
en la medida de interés, o bien cambiar esta por una medida més fuerte como

proponemos nosotros usando el factor de certeza.

Aunque la semdntica recogida por ambas reglas (de excepcién y anémala)
es distinta, ambas miden un comportamiento ‘extrano’, novedoso e infrecuente
alrededor de la regla common sense, y esto puede ser de utilidad en diferentes
escenarios.

Concluimos la secciéon destacando los puntos mas interesantes de nuestras

propuestas.

= Puesto que Conf(X AN A — =Y) < Conf(X AY — —A) se cumple bajo
una condicién que es cierta en general (ver proposicién 2.6), si evaluamos
la validez de las reglas anémalas con nuestra propuesta, las reglas obtenidas
también cumplen las condiciones dadas en [Berzal et al., 2004]. Por tanto,
nuestra propuesta obtiene reglas anémalas mads fiables siendo el ntmero
total de reglas obtenidas mucho menor. Ademaés usando el factor de certeza,
disminuiremos atin méas su niimero puesto que es una medida maés fuerte que

la confianza.

= Para distinguir cudndo un item contribuye en una regla de excepcién o en
una andémala, podemos utilizar el factor de certeza que es mas preciso y méas

restrictivo que la confianza.
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2.5. Resumen

El almacenamiento de informacién en bases de datos de distinta indole es muy
comun en nuestros dias. Por ello es necesario tener a nuestro alcance distintos
tipos de herramientas que se adapten tanto al tipo de dato almacenado como al
conocimiento que el usuario pretende extraer de dicho sistema de informacion.

Este capitulo ha presentado nuevas herramientas para obtener diversas clases
de conocimiento adaptandose cuando es preciso al tipo especial de almacenamiento
como han sido las bases de datos formadas por bolsas.

Adema&s se ha desarrollado el modelo formal como marco unificado para
trabajar con cualquier tipo de regla de asociacion, adaptandolo cuando ha sido
necesario para reglas con mas complejidad como las reglas de excepcién y las
reglas andmalas. El modelo nos proporciona tres importantes propiedades: un
modelo en el que representar de forma sencilla la informacién, un marco para
el estudio de las distintas medidas de evaluacién para reglas de asociaciéon y una
notacién unificada que nos va a servir en el capitulo siguiente para desarrollar un
procedimiento tnico para extraer distintos tipos de reglas de asociacién de una
base de datos dependiendo solamente de los cuantificadores-4ft y los umbrales

asociados elegidos por el usuario.

Concretamente, se han obtenido resultados muy interesantes que relacionan las
propiedades de un cuantificador-4 ft con los principios de bondad de una medida
de interés. En particular, hemos probado que el factor de certeza visto como
cuantificador-4 ft cumple los distintos principios propuestos en la literatura por
Piatetsky-Shapiro junto con los dos nuevos que hemos propuesto y justificado en
la secciéon 2.1.5.

También hemos propuesto una generalizacién del modelo para reglas difusas.
Dicha propuesta nos permite obtener nuevas medidas de interés para extraer este
tipo de reglas usando el modelo de representacion mediante niveles de restriccion
en vez de la teoria de conjuntos difusos. Esto nos permite manejar negaciones de
items respetando las propiedades deseables que teniamos cuando extraemos reglas
de asociacion crisp.

Siguiendo el uso de medidas de interés para reglas difusas, hemos presentado
varios procedimientos para capturar informacién de forma cuantitativa cuando la
base de datos esta formada por bolsas. Puesto que las bolsas son una generalizacion
del concepto de transaccion y almacenan informacion relacionada con la cantidad
de los items, el tipo de conocimiento obtenido es més rico y ofrece no sélo relaciones

entre los items, si no también entre sus cantidades, utilizando para ello reglas
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difusas y dependencias graduales adaptadas a este tipo de transaccion.

Por ultimo, pero no por ello menos interesante, hemos tratado con un tipo
nuevo de informacién, que es aquella que es infrecuente y que ofrece alguna
peculiaridad que puede ser de interés para el usuario. El marco de trabajo que
hemos utilizado es trabajar con un conjunto de reglas que cumplen una serie de
propiedades y que se ajustan a una semantica de interés para el usuario segun el
dominio donde se aplique. El objetivo es obtener reglas de excepcién o reglas
anémalas que sean fiables. Ademds hemos presentado un proceso por el que
podemos estudiar con mayor profundidad el tipo de asociacién o relacién entre
dos itemsets cuando éstos presentan una asociacién fuerte en ambos sentidos de
la regla de asociacién mediante el uso conjunto de reglas dobles con sus reglas de

excepcién y andémalas asociadas.



CAPITULO

Experimentos y Resultados

En este capitulo presentamos un algoritmo basado en el modelo formal para
obtener reglas de asociacién a partir de los cuantificadores-4 ft. En particular el
algoritmo esta descrito para obtener las reglas de excepcién y las reglas anémalas

asociadas a una regla de asociacion sencilla o bien a una regla doble.

El algoritmo sirve como apoyo practico para obtener un estudio cualitativo
y cuantitativo de nuestras propuestas asi como una comparacion con anteriores
trabajos. Aun habiendo estudiado tedricamente algunas de las propiedades de
nuestras propuestas, se hace necesario una implementacién practica puesto que
el objetivo de las herramientas desarrolladas tienen como fin ser usadas en bases
de datos reales para obtener el maximo conocimiento extraible de ellas.

Uno de los objetivos que queremos conseguir con la implementacién que
presentaremos a continuacion es comprobar que el modelo ofrece un marco
unificado para representar los diversos tipos de reglas de asociacién utilizando
los cuantificadores-4ft que convengan. Otro de los objetivos es mostrar que la
extraccion tanto de reglas de excepcion como de reglas anémalas es plausible en
la practica para bases de datos reales y de gran tamano con consumos de tiempo

y memoria admisibles.

El capitulo sigue con un vistazo a los principales algoritmos de extraccién de
reglas de asociacién, deteniéndose en una propuesta que utiliza una representacion
binaria de los items [Louie and Lin, 2000b] que nos ser4 de utilidad para desarrollar
nuestra propuesta en la seccién siguiente. Seguiremos con la descripcién de nuestro

procedimiento para extraer reglas de excepcion, anémalas y dobles, y terminaremos

159
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con una comparativa de los resultados obtenidos por nuestra propuesta y las de

otros autores.
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3.1. Algoritmos de Extraccién de Reglas de Aso-
ciacion

El principal reto cuando extraemos reglas de asociacion es el inmenso ntimero
de reglas que pueden considerarse. De hecho, el nimero de reglas obtenidas crece
exponencialmente con el niimero de items. Por ello se hace indispensable restringir
el nimero de reglas mediante el uso de umbrales minimos para las medidas de
interés que se utilicen en el proceso de mineria. Esta restriccién nos permite
dividir el BARP (Binary Association Rule Problem) en dos subproblemas como
ya mencionamos en el primer capitulo y que se conoce como Algoritmo Apriori

Basico.

Algoritmo 3.1 : Apriori Basico

Entrada: I, D, minsop, mincon f
Salida: Conjunto de reglas de asociacién con soporte y confianza > minsop y
minconf.

Algoritmo:
1. Generar todos los itemsets frecuentes, i.e. con soporte > minsop.

2. Dado un itemsets frecuente X = {x1,..., 21} con k > 2, generar todas las
reglas de la forma X\{z;} — {z,}, siendo el soporte de dicha regla el soporte

de X; y la confianza, el cociente de este soporte y el soporte de X\{z;}.

Para determinar la confianza en este caso, es suficiente con conocer el soporte
de los subconjuntos de X. El conocimiento de los valores de soporte esta asegurado

por la propiedad de clausura descendente que cumple el soporte:

“Todos los subconjuntos de un itemsets frecuente deben ser también
frecuentes” [Agrawal and Srikant, 1994].

El problema en nuestro caso difiere un poco al planteamiento inicial de la
extraccion de reglas aunque se sirve de éste puesto que las reglas de tipo common
sense son reglas fuertes que pueden extraerse mediante cualquier tipo de algoritmo
de extraccién de reglas de asociacién.

Los distintos algoritmos propuestos en la literatura pueden clasificarse en dos

grandes clases segiin la estrategia principal que sigan [Hipp et al., 2000]:

= BFS (Breadth-first search): Se determina el soporte de todos los (k — 1)-
itemsets antes de medir el soporte de los k-itemsets.



162 Capitulo 3. Experimentos y Resultados

= DFS (Depth-first search): El soporte se calcula recursivamente descendiendo

en una estructura de tipo arbol.

A su vez cada uno puede dividirse en dos subtipos segin utilicen el conteo
de ocurrencias o la interseccién de los k-itemsets como podemos observar en la
Figura 3.1. A continuacién presentamos con méas detalle los méas representativos

de cada tipo.

\%
\',

\\??1
L
\%

!

Apriori Partition  FP- Eclat
AprioriTID growth
DIC

Figura 3.1: Diagrama con los tipos de algoritmos de extraccién de reglas de

asociacion.

Apriori [Agrawal and Srikant, 1994] cuenta todos los candidatos con cardina-
lidad k en un solo pase de la base de datos. La parte critica es buscar dichos can-
didatos en cada una de las transacciones. Para ello en [Agrawal and Srikant, 1994]
se introduce la llamada estructura hashtree utilizando una serie de prefi-
jos para la busqueda de dichos candidatos en las transacciones. AprioriTID
[Agrawal and Srikant, 1994] es una extensién del algoritmo bédsico Apriori, pero
utilizando una representacién interna de cada transaccion mediante los candidatos
que esta contiene. También podemos encontrar mds variantes de estos algorit-
mos como el AprioriHybrid [Agrawal and Srikant, 1994], combinando los dos
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anteriores, 0 SETM [Houtsma and Swami, 1993] que es del mismo tipo pero im-

plementado directamente en SQL.

Otra variante del tipo Apriori es DIC (Dynamic Itemsets Counting)
[Brin et al., 1997] que suaviza la estricta separacién entre los procesos de conteo y
de generacion de candidatos mediante el llamado prefiz-tree que difiere del hashtree
en que los candidatos pueden encontrarse en cualquier nodo del arbol en vez de

solo en las hojas.

El algoritmo Partition [Savasere et al., 1995] es del tipo Apriori pero en él se

utiliza la interseccién de conjuntos para determinar los soportes de los itemsets.

El principal problema de los algoritmos de tipo BFS es el elevado ntimero de
pases de la base de datos ya que para cada candidato de tamano k se escanea una
vez la base de datos. En [Pei et al., 2004] se presenta un nuevo tipo de algoritmo
llamado FP-growth del tipo DFS. Este introduce un nuevo tipo de arbol FP-tree
que se construye mediante el conteo de ocurrencias. En el FP-tree se condensa la
informacién de las transacciones y a partir de él se puede calcular el soporte de

todos los itemsets frecuentes.

En [Zaki et al., 1997] se introduce el algoritmo ECLAT que combina DFS
con intersecciones de tidlists' empleando un tipo de optimizacién llamado
“intersecciones rapidas”. Este algoritmo también posee variantes como MaxEclat

para extraer aquellos itemsets frecuentes que sean maximales [Zaki et al., 1997].

Para una descripcién mas detallada de estos algoritmos podemos consultar
[Goethals, 2003] y [Hipp et al., 2000] ademds de las citadas referencias. También
podemos encontrar un estudio comparativo de los anteriores algoritmos.

Ademis de los algoritmos que hemos mencionado, existen otras propuestas que
difieren bastante de la dindmica comin de todos ellos. Destacaremos en particular
la propuesta dada en [Louie and Lin, 2000b] usando computacién mediante bits.
En las secciones siguientes describiremos las principales caracteristicas de este
algoritmo que luego adaptaremos para la extraccién de reglas de excepcién y
andmalas ya que se adapta muy bien al modelo formal que hemos ido desarrollando

en los anteriores capitulos.

ITid es un identificador dnico para una transaccién. Una tidlist (asociada a un ftem) es un
conjunto de identificadores que corresponden a las transacciones que contienen a dicho {tem.
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3.1.1. Busqueda de Reglas de Asociacion usando Com-
putacién mediante Bits

El estudio de los modelos orientados a la maquina llevado a cabo por varios
autores en [Louie and Lin, 2000a], [Lin, 2000], [Louie and Lin, 2000b] ofrece una

nueva perspectiva en el campo de la Mineria de Datos.

La idea principal de este modelo recae en el concepto de granulo o clase de
equivalencia. Un par (atributo, valor) puede verse como una coleccién de granulos
que poseen el mismo tipo de propiedad. Estos granulos se representan mediante
conjuntos de bits y de este modo, el problema de encontrar reglas de asociacién se
transforma en un conjunto de operaciones booleanas entre los conjuntos de bits,

que de ahora en adelante llamaremos bitsets.

Sea U un conjunto que denota un universo formado por entidades u objetos. En
bases de datos relacionales, U sera el conjunto de entidades que estan representadas
por la relacién. Los valores de los atributos corresponden a las propiedades de las
entidades y se representan por los denominados conceptos elementales. C' sera el

conjunto de todos los conceptos elementales.

Un atributo A induce una relacién de equivalencia en U como sigue: dos
tuplas (entidades) son equivalentes (con la relacién inducida por A) si y sélo
si todos sus valores coinciden con los de A. Esta relacién de equivalencia crea
una particiéon de U en clases de equivalencias disjuntas a las que llaman grdnulos
en [Louie and Lin, 2000b]. Un granulo puede representarse por una lista de
identificadores de tuplas o mediante una representacién binaria. En forma binaria,
el valor 1 6 0 en una posicién determinada indicara si la tupla satisface un atributo

particular o no respectivamente.

Un ejemplo nos servird para aclarar las ideas. Consideremos una relacién
consistente en dos columnas, ID del vehiculo y el tipo de vehiculo como en la
Tabla 3.1.

Los valores de la primera columna de la tabla identifican de forma tunica las
tuplas (entidades). Esta caracteristica donde todos los valores de los atributos
son unicos no es de utilidad en mineria de datos puesto que los valores tienen
correspondencia 1 a 1 a ellos mismos, pero en este modelo se utilizara para hacer
referencia a las tuplas. La columna tipo de vehiculo no es como la anterior y
contiene mucha informacién de utilidad para los algoritmos de extraccion de reglas
de asociacion. Esta columna tiene cinco tipos distintos de vehiculos, que da lugar al

conjunto cociente {turismo, deportivo, monovolumen, coupé, todoterreno} donde
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ID vehiculo

Tipo de vehiculo

idy
idsy
ids
idy
ids
idg
idy
idg
ido
idig
idyq

idlg

turismo
deportivo
turismo
monovolumen
coupé
monovolumen
deportivo
turismo
turismo
deportivo
todoterreno

turismo

Tabla 3.1: Base de datos relacional con dos columnas.

165
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cada elemento de este conjunto representa a un granulo o clase de equivalencia.
En la Tabla 3.2 podemos ver una particiéon del conjunto en dos formas distintas:

mediante listas y con una representacion binaria.

Representantes | Repres. por Listas Repres. Binaria
turismo {idy,ids,ids,idgy,idy12} | 101000011001
deportivo {ids,id7,idyo} 010000100100
monovolumen | {idy,ids} 000101000000
coupé {ids} 000010000000
todoterreno {idy1} 000000000010

Tabla 3.2: Clases de Equivalencia inducidas por la Tabla 3.1 con dos tipos de

representaciones.

Observemos que cada elemento en el conjunto cociente es un subconjunto del
universo U. El nimero de elementos en el conjunto cociente es, por lo general,
mucho menor que el numero de filas de la base de datos. Por lo tanto, la
computacién granular o mediante granulos reduce el problema a un dominio de
menor tamano, a saber, una tabla con muiltiples columnas se reduce a una familia

de particiones.

Este tipo de reduccién puede usarse para la extraccién de reglas de asociacién
como sigue. En términos de granulos, (X,Y’) es una regla de asociacién si y sélo

Si:

1. el porcentaje de bits con valor 1 de la interseccién X N'Y es mayor o igual

que el porcentaje impuesto para el minimo soporte, y

2. el porcentaje de bits con valor 1 de X N'Y entre el porcentaje de bits con
valor 1 de X es mayor o igual que el porcentaje impuesto para la minima
confianza.

La interseccion X N Y puede ser generalizada a un ntmero finito de
intersecciones de granulos: X, N...NX;NY1N...NY;. La interseccién entre granulos
puede identificarse con el operador booleano AND usando la representacién
binaria. Este operador es menos costoso computacionalmente que la interseccién,

por lo que nos reducird el tiempo de ejecucion para calcular el soporte de los
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itemsets y a partir de él podremos calcular la confianza. Veamos el proceso

mediante un ejemplo.

Ejemplo 3.1. Siguiendo con la relacién entre vehiculos mostrada en la Tabla 3.1,
consideremos la extension de dicha relacion mediante dos columnas més dadas en
la Tabla 3.3.

ID vehiculo | Tipo de vehiculo | Color Precio
idy turismo rojo | moderado
idsy deportivo azul caro
ids turismo verde caro
idy monovolumen blanco | moderado
ids coupé rojo barato
idg monovolumen rojo caro
idy deportivo negro | moderado
idg turismo azul caro
idy turismo verde caro
id1g deportivo negro | moderado
id1q todoterreno verde | moderado
idy turismo azul caro

Tabla 3.3: Relacion entre vehiculo y sus caracteristicas

Las clases de equivalencia (grdnulos) que obtenemos de las dos nuevas
columnas son {rojo, azul, verde, blanco, negro} y {barato, moderado, caro} con
representaciones asociadas en la Tabla 3.4.

Para obtener combinaciones entre dos clases de equivalencia provenientes de
dos columnas (atributos) distintas usando intersecciones, se utilizard el operador
booleano AND cuyo funcionamiento puede verse de forma sencilla con la
representacion binaria. Otros operadores como OR y la negacién NEG también
pueden definirse de forma sencilla. En la Tabla 3.5 se muestran las tablas para

definir dichos operadores.

De esta forma, la interseccién de granulos se efectuara con el operador AN D,

la unién mediante el operador OR y para el complementario usaremos la negacién
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Representantes | Repres. por Listas Repres. Binaria
rojo {idy,ids,idg} 100011000000
azul {ida,idg, id12} 010000010001
verde {ids, idg,idy1} 001000001010
blanco {id4} 000100000000
negro {idr,id1o} 000000100100
barato {ids} 000010000000
moderado {idy,idy,idr,id1o,9d11} 100100100110
caro {ids, ids,idg, ids,idg,id12} | 011001011001

Tabla 3.4: Clases de Equivalencia inducidas por las dos tltimas columnas de la
Tabla 3.3.

X|Y | XANDY | XORY | NEG X
010 0 0 1
110 0 1 0
011 0 1 1
111 1 1 0

Tabla 3.5: Operaciones AND,OR y NEG para bits.
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Combinacién Repres. Binaria Resultado Sop

deportivo N caro | 010000100100 AN D 011001011001 | 010000000000 | 1/12
monovol. N caro | 000101000000 AN D 011001011001 | 000001000000 | 1/12
coupé N caro 000010000000 AN D 011001011001 | 000000000000 0

todoterreno N caro | 000000000010 AN D 011001011001 | 000000000000 0
turismo N caro 101000011001 AN D 011001011001 | 001000011001 | 4/12

Tabla 3.6: Interseccién entre los granulos del atributo tipo de vehiculo y el granulo

caro.

NEG. Aunque para el cilculo del soporte y la confianza nos bastard utilizar el
operador AN D, para otras medidas serd necesario el uso del resto de operadores.
En el ejemplo que estdbamos analizando, podemos ver que la interseccién de los
granulos procedentes del atributo tipo de vehiculo con el granulo caro darfa lugar

a cinco intersecciones cuyo soporte podemos ver en la Tabla 3.6.

¢

Mediante este tipo de representacion denominada computacion mediante
granulos o granular computing es facil obtener un sencillo algoritmo, que sigue en
esencia los pasos del algoritmo Apriori, para descubrir reglas de asociaciéon en una
base de datos pero las operaciones se llevan a cabo con las representaciones binarias
asociadas. Si utilizamos el marco soporte/confianza, utilizaremos el operador AN D
y el Cardinal de un granulo que no es mas que contar el nimero de unos de una
representacién binaria para obtener el soporte y partir de éste la confianza. Con
estos dos operadores, y sabiendo el niimero total de transacciones, es decir, el
nimero de objetos del universo U, el cémputo de los valores para el soporte y la

confianza son muy sencillos:

“© _ Cardinal{Bin(X)}

b(X) o (3.1)

Sop(X — V) = C’ardinal{Bin(l)é)' AND Bin(Y)} (3.2)
vy — Sop(X —Y)

Conf(X - Y) = “sop(X) (3.3)

donde Bin(-) denota la representacién binaria de un gréanulo o clase de equiva-

lencia, Cardinal{-} es el nimero de unos de la correspondiente representacién
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binaria y |U| es el nimero de objetos del universo U que coincide con el nimero

de transacciones de una base de datos.

Hay dos propiedades muy interesantes a tener en cuenta de estas representa-

ciones binarias:

1. Las representaciones binarias asociadas a un mismo atributo (columna)
forman una particién de la base de datos (del conjunto de transacciones)
siempre y cuando no falten valores en la base de datos. Cuando esto ocurra,
podemos definir un nuevo item del tipo (atributo,?) para obtener una

particion.

2. La conjuncién mediante AN D de dos clases de equivalencia asociadas a la

misma columna o de dos representaciones binarias del mismo atributo da la
n

(e . . /_,H / .
representacién binaria nula: 00...00, donde n es el nimero de transacciones
en la base de datos.

En [Louie and Lin, 2000b] y [Rauch and Simunek, 2005] podemos encontrar
dos propuestas distintas que utilizan granular computing para obtener reglas de
asociacién en una base de datos. La primera propuesta [Louie and Lin, 2000b]
puede seguir dos estrategias para realizar el cdlculo de las intersecciones de los

granulos:
1. Se calcula la interseccién completa entre dos granulos

2. Se va calculando la interseccion entre dos granulos hasta que se alcanza la

condicién del minimo soporte.

La segunda opcién acelera el proceso ya que una vez obtenido que el itemsets es
frecuente, ya podemos utilizarlo para obtener el conjunto de k-itemsets frecuentes.
La principal desventaja es que para obtener el nivel siguiente, los (k+1)—itemsets,

es necesario conocer la representacién binaria del k-itemsets predecesor.

La segunda propuesta [Rauch and Simunek, 2005] utiliza la representacién
binaria mediante lo que los autores llaman cadenas de bits. Cada cadena de
bits representa a un itemsets del tipo (atributo,valor) o {atributo,intervalo) y
se corresponde con los granulos que se utilizan en [Louie and Lin, 2000b]. Esta
propuesta difiere en la anterior en que también utiliza la negacién NEG para

obtener reglas de asociaciéon que involucran tanto items como sus negaciones.

El procedimiento que presentan los autores en [Rauch and Simunek, 2005]

denominado como 4ft-Miner, necesita ademdas que se le especifiquen con
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antelacién cuales son el conjunto de antecedentes y consecuentes que se quieren
considerar en el proceso de extraccion de reglas. Con dichos conjuntos y la
base de datos asociada, calculan las tablas-4ft para cada par de itemsets
(X € {antecedentes},Y € {consecuentes}) y después calculan el valor de los
cuantificadores de cada asociacion del tipo X ~ Y extrayendo sélo aquellas que

superen los umbrales pre-establecidos.

La siguiente secciéon mostrard un nuevo procedimiento para obtener reglas de
asociacién asi como las reglas de excepcion y anémalas asociadas mediante el uso

de la representacién binaria presentada aqui.



172 Capitulo 3. Experimentos y Resultados

3.2. Extraccion de Reglas de Asociacion a través
del Modelo Légico.

El modelo formal desarrollado en el Capitulo 2 para la representacién
y evaluacion de reglas de asociacién nos permite obtener distintos tipos de
asociaciones entre grupos de items incluyendo ademas de la conjuncién de items, su
disyuncién y negacién. En particular, las reglas de excepcion y las reglas anémalas

hacen uso de la negacién de items para su formulacion.

Cuando la negacién entra en juego en el descubrimiento de reglas de asociacién
el coste computacional crece puesto que el nimero de items que interviene es el
doble y ademas el soporte de la negaciéon de dichos items generalmente supera el
umbral del minimo soporte. Este fenémeno es debido a que si sop(X) < minsop
entonces sop(—X) = 1 —sop(X) > minsop si minsop < 0.5. Sin embargo el uso de
la negacién esta debidamente justificado en las definiciones de reglas anémalas y
de excepcion, consiguiendo que las reglas obtenidas tengan un contenido seméantico

util para el usuario.

El problema que se presenta en estos dos tipos de reglas, de excepcién y
anémalas, es que la condicién que deben cumplir no involucra al soporte si no
solamente a la medida de interés que utilicemos: confianza o factor de certeza
en nuestro caso. Esto hace que los criterios de poda relacionados con el soporte
no puedan utilizarse y por tanto, los algoritmos de busqueda suelen ser bastante

lentos computacionalmente hablando.

El algoritmo que presentaremos a continuacién trata de mejorar los tiempos
de computacién gracias a la computaciéon granular que hemos presentado en la
seccién 3.1.1 asi como al uso del factor de certeza que al reducir sustancialmente
el numero de reglas de asociacién, también se reduce el coste de buscar para cada

regla common sense las reglas anémalas y de excepcion asociadas.

3.2.1. Algoritmo e Implementacion

Nuestra propuesta es capaz de extraer conjuntamente un conjunto de reglas
fuertes con sus reglas andémalas y de excepcion asociadas. Explicaremos el
funcionamiento de nuestro algoritmo y su implementacion para reglas de excepcién
y después indicaremos los cambios necesarios para obtener reglas andmalas.

En el proceso de extracciéon de las reglas de excepcién consideraremos que

FE € I posea un sélo item, que por supuesto no tiene por qué ser frecuente. La
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principal novedad de nuestro algoritmo es el uso de BitSets para representar a
los items y a los itemsets que se van formando durante el proceso. A diferencia de
los algoritmos presentados en [Louie and Lin, 2000b] y [Rauch and Simunek, 2005]
que utilizan una representacién mediante una cadena de bits, nosotros hacemos
uso de la clase java.util.BitSet ya implementada en el lenguaje java llamada
BitSet que contiene el objeto BitSet y algunas operaciones de interés: AND, XOR,
OR, Cardinality, etc. pero no posee la negaciéon de un BitSet por lo que tenemos
que definirla nosotros. Hemos observado que con nuestra definiciéon de negacién
el computo de la negacién del bitset ralentiza el proceso de mineria por lo que
hemos optado por obtener los cardinales necesarios utilizando la tabla-4ft y las

relaciones entre las frecuencias.

El objeto BitSet almacena un conjunto de bits (ceros y unos) de forma
ordenada. En la implementacién de nuestro algoritmo, para cada item de la forma
(atributo,valor) o (atributo,intervalo) creamos un BitSet de tamano igual al
numero de transacciones de la base de datos que contendra en la posicién i-
ésima si dicho item (o itemsets si tenemos un conjunto de items) se satisface

en la transaccién i-ésima (1) o no (0).

El proceso para obtener reglas de excepcién al que hemos llamado ERSA (Ex-
ception Rule Search Algorithm) se describe en el Algoritmo 3.2.1 y estd compuesto

de tres pasos bien diferenciados:

1. Preprocesamiento de la base de datos para transformarla en un conjunto de

clases de equivalencia.
2. Extraccién del conjunto de reglas common sense (csr).

3. Para cada csr obtenida buscamos sus reglas de excepcién.

El primer paso se puede llevar a cabo de distintas formas. En nuestro caso,
hemos utilizado un fichero de texto con la informacién necesaria sobre los items
de la base de datos. Debido a la heterogeneidad de los datos que puede poseer una
base de datos, numéricos, categéricos, continuos, etc. esta es una buena solucién
para tratar los distintos tipos de items obteniendo dos tipos principalmente:

(atributo, valor [categoria) y (atributo, intervalo).

Los pasos 1.1 y 1.3 del Algoritmo 3.2.1 son ejecutados conjuntamente para
leer una sola vez la base de datos. A partir de ella se crea un vector de BitSets
con dimensién igual al nimero de transacciones y donde cada elemento del vector
hace referencia a un item particular. Cada BitSet contendra el valor uno o cero
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Algoritmo 3.2 : Bisqueda de Reglas de Excepcién (ERSA)
Entrada: Base de Datos Transaccional, minsop, minconf o minFC

Salida: Conjunto de reglas de asociacién con sus reglas de excepcion asociadas.

1. Preprocesamiento de la Base de Datos
1.1 Transformacion de la base de datos en una base de datos booleana.
1.2 Almacenamiento de la base de datos en un vector de BitSets.
2. Proceso de Mineria.
2.1 Extraccién de las Reglas Common Sense (csr)
Busqueda del conjunto de candidatos (itemsets frecuentes)
para extraer las csr.
Almacenamiento de los indices y el soporte asociado a
los itemsets frecuentes del vector de Bitsets.
Extraccién de las csr que superen los umbrales
de minsop y minconf/minFC.
2.2.1 Extraccion de las Reglas de Excepcién
Para cada csr, X — Y, buscamos las posibles excepciones:
Para cada FE € I (excepto aquellos cuyo atributo esté en la csr)
Calculamos X A E' A =Y y su soporte
Calculamos X A E y su soporte
Si utilizamos la confianza:
Calculamos Conf(X A E — —Y) si es > minconf
entonces hemos encontrado una regla de excepcion
Si utilizamos el factor de certeza:
Calculamos sopx (—Y)
Calculamos FCx(E — —Y) si es > minF'C
entonces hemos encontrado una regla de excepcion
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en la i-ésima posicién si el item se satisface o no respectivamente en la i-ésima

transaccion.

El paso 2.1 obtiene las reglas common sense mediante la conjuncién de dos
0 mas itemsets frecuentes de los que se almacena en un vector independiente
su indice en el vector de BitSets y su soporte. Para obtener las reglas common
sense sera necesario que se cumplan los umbrales predefinidos para el soporte y
la confianza (o el factor de certeza). En nuestro proceso se tendrédn en cuenta
ambas direcciones de las reglas siempre que cumplan la condicién anterior, para

asi obtener las reglas que sean dobles.

Una vez obtenida una regla common sense se empieza el proceso para obtener
las reglas de excepcién. El paso 2.2.1 describe este proceso. Para ello se utilizan
los BitSets asociados al antecedente y al consecuente de la regla common sense,
llamémosles X e Y respectivamente. El punto crucial del paso 2.2.1 es el de
calcular la confianza/factor de certeza de la regla de excepcién para cada item de I
exceptuando aquellos cuyo atributo coincide con alguno de los de la regla common
sense. Es decir, debemos calcular Conf(X A E — —Y) o bien FC(X A E — =Y
donde E € I es un item. Este proceso es muy costoso y depende fuertemente del
nimero de items de I puesto que hay que calcular la conjuncién X A E para cada
FE € I exceptuando los que tienen atributo comtn con la csr.

Una de las mayores ventajas de usar BitSets es que las operaciones de
conjuncién y cardinal son muy rapidas. El problema es el cdlculo de la negacién
=Y que es mucho mas lenta que la conjuncién. Para solventar este inconveniente,
utilizaremos lo que sabemos del modelo formal, en particular de la tabla
4ft(E,Y,Dx) = ME = (e, f,g,h) (ver la Seccién 2.4.3). De esta forma en
vez de hacer la negacion de Y, calcularemos las dos frecuencias siguientes
cardinal(X N EA-Y) y cardinal(X A E), que corresponden con f y e+ f de la
tabla 4ft(E,Y, Dx) (que aparecfan para calcular el E-cuantificador =¥ ecuacién

(2.36)), como sigue:
f+e=cardinal(X A E),
f = cardinal(X N EA-Y) = cardinal(X AN E) — cardina(X NEANY).
(3.4)
Para el factor de certeza, necesitamos calcular las cuatro frecuencias e, f, g, h de

la tabla-4 ft MZ . que utilizando sélo conjunciones y cardinales, primero debemos
calcular e + f y e como en la ecuacién (3.4), y las sumas
e+g=cardinal(X \Y), y

(3.5)
a+b=c+ f+ g+ h=-cardinal(X)
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ya estdn calculadas por la common sense rule. Con estas cantidades es facil obtener
las cuatro frecuencias: f = (e+f)—e, g = (e+g)—e, h=(e+f+g+h)—e—f—g.
Por lo tanto, para el cdlculo del factor de certeza no hay que calcular ninguna
conjuncién més que para la confianza entre BitSets y simplemente se realizan

algunas operaciones aritméticas maés.

Como ya hemos comentado anteriormente, ERSA estd pensado para extraer
las reglas dobles ya que para cada posible regla common sense basta comprobar
ambas direcciones de la regla. Esta peculiaridad del algoritmo hace que las reglas
extraidas puedan contener mas de un item en el consecuente de la regla. Debido a
este fenémeno, para que las csr obtenidas no sean demasiados complejas, fijaremos

el nimero maximo de items en un itemsets frecuente a un nimero entre 1 y 3.

Para descubrir las reglas andémalas, ERSA puede modificarse pasando a
llamarse ARSA (Anomalous Rule Search Algorithm) cambiando el paso 2.2.1
para obtener las reglas anémalas. El proceso es muy parecido. Tomamos de nuevo
items sencillos, A € I (aqui no exigimos que no tenga atributo comun con los
items de la csr), y después calculamos el valor de los cuantificadores tanto para la
regla anémala como para la regla de referencia. El computo de dichos valores se
efectia de forma similar al caso de las reglas de excepcién mediante conjunciones

y cardinales.

Aunque nuestra propuesta utiliza predominantemente el factor de certeza
como cuantificador, el algoritmo puede modificarse para cualquier otro tipo de
cuantificador dependiendo de las necesidades del usuario y del tipo de reglas que

pretenda extraer.

3.2.2. Complejidad de ERSA y ARSA

Los algoritmos ARSA y ERSA integran la extraccién de las reglas anémalas
y de excepcién durante el proceso de extraccién de las reglas common sense. Para
cada csr encontrada, llamamos al proceso 2.2.1 para extraer la reglas anémalas o
de excepcion. La complejidad de nuestro algoritmo dependera en primera instancia
del ntimero de transacciones n y del ntimero de items i obteniendo O(n2%) como
en un algoritmo del tipo Apriori, pero ademéas dependerd también en segunda
instancia del ntmero de reglas csr extraidas (r). Por lo tanto en nuestro caso
la complejidad tedrica es del orden O(nri2?). Aunque teéricamente el tiempo es
muy elevado, en los experimentos llevados a cabo con varios conjuntos de datos
reales veremos que el algoritmo conlleva tiempos bastante razonables. De hecho,

los dos factores mas influyentes en el tiempo de ejecucion son el niimero de reglas
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extraidas y el nimero de items como comprobaremos méas adelante.

Tanto ARSA como ERSA tienen un alto consumo de memoria puesto que
el vector de BitSets asociado a la base de datos se almacena en memoria. No
obstante para bases de datos standard no hay ningin problema. Por ejemplo para
la base de datos Barbora (http://lispminer.vse.cz/download) que se utilizé en
el congreso PKDD99 en Praga [Rauch and Simunek, 2005] consistente en 6181
transacciones y 12 atributos (33 items), el vector de BitSets ocupa 107 kb, y para
61810 transacciones es 1.04 MB.

Nombre Transacciones  Atributos Items
Barbora 6181 7 35
Mushroom 8124 23 127
Breast Cancer 286 10 53
Car 1728 7 25
Contraceptive 1473 10 35
Hepatitis 155 20 75
Nursery 12960 8 32
Pima Diabetes 768 9 44
Post Operative 90 9 27
Vote 435 17 34
Wisconsin Breast Cancer 699 10 47
Abalone 4177 9 46

Tabla 3.7: Descripcién de las Bases de Datos utilizadas en los experimentos.

Para ilustrar el tiempo de ejecucién de nuestro algoritmo, asi como para
mostrar los resultados obtenidos y poder compararlos con las propuestas de
otros autores hemos elegido 12 bases de datos (ver Tabla 3.7) procedentes de
datos reales. Excepto Barbora, el resto de los datos se pueden encontrar en
el conocido repositorio de base de datos UCI Machine Learning Repository
(http://archive.ics.uci.edu/ml/).

La realizacion de los experimentos se han llevado a cabo en un Intel Core 2Duo
de 1.73GHz con 1024MB de memoria principal, con Windows XP bajo el entorno


http://lispminer.vse.cz/download
http://archive.ics.uci.edu/ml/
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de desarrollo que ofrece NetBeans para Java. Ademdas hemos implementado las
propuestas de Suzuki y Hussain usando la formulacién de la terna (csr, exc,ref)
y (csr,anom,ref) para la propuesta de Berzal et al. Todas ellas utilizando la
computacién mediante BitSets para comparar no los tiempos de extraccién, si no
el niimero de reglas anémalas y de excepcion para ver la reducciéon obtenida en cada
caso. También hemos impuesto que el niimero maximo de items en el antecedente
o consecuente de la csr sea 2 en todas las bases de datos excepto en Mushroom

donde lo hemos restringido a 1 debido al elevado ntimero de csr encontradas.

Como anuncidbamos al inicio de esta seccién, el tiempo de ejecucién
estd altamente influenciado por el numero de reglas csr extraidas en el
paso 2.1 del algoritmo y por el nimero de items puesto que hay que
probar para cada csr y cada item si forman una regla de excepcién. En la
grafica de la Figura 3.2, puede verse el tiempo de ERSA para las bases
de datos Mushroom, Abalone, Hepatitis, Barbora, Vote y Contraceptive y
los valores de minsop € {0.05,0.1,0.2,0.3,0.4} y minconf € {0.95,0.9,0.75}
respectivamente. Para la base de datos Nursery, es necesario bajar el umbral
de minconf hasta 0.5 para obtener reglas common sense y por tanto para
extraer las reglas de excepcién asociadas. En la mencionada gréafica, puede verse
claramente que aunque el nimero de transacciones entre Mushroom y Barbora es
similar, debido al alto nimero de csr extraidas en el primer caso, el tiempo se ve
incrementado. Aunque Abalone tiene menos transacciones que Barbora, ERSA
emplea més tiempo en el primer caso porque tanto el niimero de csr como el de
items es bastante mayor que en el segundo.

El tiempo de ejecucion de ERSA ronda entre 1 segundo y 2 minutos en el
resto de las bases de datos, haciendo que nuestro algoritmo pueda utilizarse en
muy diversas bases de datos sin obtener tiempos superiores a la hora, siempre y
cuando los umbrales minsop y minconf estén ajustados para no sobrepasar un

volumen muy alto de reglas csr.

Si comparamos los tiempos de ejecuciéon de las distintas propuestas para
extraer reglas de excepcion usando ERSA, podemos observar que no hay grandes
diferencias si utilizamos el soporte y la confianza. Recordemos que nosotros
proponemos el uso del soporte y el factor de certeza sin utilizar la regla de
referencia, y con ello bajamos considerablemente el tiempo de ejecucién como
podemos observar en la Figura 3.3 donde minCF toma los mismos valores
que minconf. Esta reduccion es debida principalmente a que el ntmero de csr
disminuye cuando utilizamos el factor de certeza siendo las reglas common sense

muy fuertes y las reglas de excepcién fidedignas.
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Tiempo ERSA
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Figura 3.2: Tiempo en segundos para extraer excepciones del algoritmo ERSA

usando diversos pares (minsop, minconf).

En cuanto a la extraccién de reglas anémalas, hemos comprobado que el
comportamiento de ERSA y ARSA con respecto al tiempo es muy parecido
variando en varios segundos de uno a otro segin la base de datos y los umbrales
elegidos. Como ejemplo ver la Figura 3.4 donde se muestran los tiempos de
extraccion de ambos algoritmos con la base de datos Abalone.

3.2.3. Comparacion de Resultados

En las 12 bases de datos elegidas, podemos observar que, en términos generales,
nuestro método obtiene resultados comparables a los obtenidos con la propuesta
de Suzuki et al. aunque, en algunas de ellas el nimero de reglas de excepcién
se ve incrementado. Con respecto a la propuesta de Hussain et al. se encuentran
un numero muy bajo de reglas de excepcién puesto que la imposicién de la regla
de referencia es una condicién muy fuerte que nos decia que el item F causaba
una excepcion para dos reglas common sense. Observemos también en la Tabla
3.8 asociada a la base de datos Mushroom, que nuestra propuesta usando el factor
de certeza disminuye el numero de reglas de excepcién con respecto al resto sin

necesidad de imponer una regla de referencia. Sin embargo, en otras bases de datos,
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Tiempo para Mushroom
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Figura 3.3: Tiempo en segundos para extraer excepciones con el algoritmo ERSA
para las distintas propuestas en la base de datos Mushroom.

como en Abalone (Tabla 3.9) el ntimero de reglas de excepcién no es tan bajo.
Cuando esto sucede, hemos observado que muchas de las csr tienen un elevado
namero de reglas de excepcién asociadas. Esto podria evitarse imponiendo un
criterio de poda para restringirnos sélo a aquellos pares (csr, exc) que no superen
las 3 reglas de excepcién asociadas. También serfa interesante estudiar a qué se
debe que dichas reglas de asociacién tengan asociadas tantas reglas de excepcién.

En las Tablas 3.10 y 3.11, podemos ver que el nimero de reglas de excepciéon
disminuye en algunos casos para el enfoque de Suzuki et al. al disminuir el valor del
umbral mincon f. Esto es debido a que hemos fijado el mismo umbral tanto para la
regla de excepcién como para la regla de referencia. Cuando disminuimos el valor
de minconf la condicién para la regla de referencia es mas fuerte puesto que ésta
exige que la regla £ — =Y no sea confidente. En su enfoque, Suzuki et al. fijan
distintos umbrales para cada una de las tres reglas de la terna (csr, exc, ref), pero
nosotros, para simplificar, hemos considerado el mismo umbral para la confianza
en las tres.

Para terminar la comparativa para el caso de las reglas de excepcién entre
nuestra propuesta y las otras, en las tablas anteriores se puede ver que nuestro
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Tiempo para Abalone
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Figura 3.4: Tiempo en segundos para extraer excepciones y anomalias con el
algoritmo ERSA y ARSA para las distintas propuestas en la base de datos
Abalone.
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Propuesta  minconf/minFC  minsop = 0.05 | minsop = 0.1
#cesr Hexce | H#esr Hexc
Suzuki 0.95 384 212 221 117
0.90 450 511 270 257
0.75 594 1070 377 640
Hussain 0.95 384 10 221 0
0.90 450 58 270 8
0.75 594 312 377 98
ERSA Conf 0.95 384 223 221 118
0.90 450 557 270 279
0.75 594 1490 377 875
ERSA FC 0.95 307 478 132 100
0.90 335 618 146 148
0.75 415 1274 195 395

Tabla 3.8: Niimero de reglas csr y de excepcion para las distintas propuestas en

la base de datos Mushroom.
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Propuesta  minconf/minFC  minsop = 0.05

minsop = 0.1

#cesr Hexc | Hcesr Hexc
Suzuki 0.95 587 35 383 19
0.90 694 43 449 19
0.75 1436 84 1053 52
Hussain 0.95 587 0 383 0
0.90 694 0 449 0
0.75 1436 0 1053 0
ERSA Conf 0.95 587 62 383 29
0.90 694 136 449 79
0.75 1436 1170 1053 945
ERSA FC 0.95 438 44 279 24
0.90 520 69 320 29
0.75 896 450 597 286

Tabla 3.9: Nimero de reglas csr y de excepcion para las distintas propuestas en

la base de datos Abalone.
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Propuesta  minconf/minFC  minsop = 0.05 | minsop = 0.1
#csr Hexc | #csr Hexc
Suzuki 0.95 176 24 98 13
0.90 381 57 203 27
0.75 988 97 484 22
Hussain 0.95 176 0 98 0
0.90 381 0 203 0
0.75 988 11 484 1
ERSA Conf 0.95 176 24 98 13
0.90 381 62 203 27
0.75 988 225 484 88
ERSA FC 0.95 12 1 7 1
0.90 28 5 17 4
0.75 171 65 83 35

Tabla 3.10: Ntumero de reglas csr y de excepcion para las distintas propuestas en

la base de datos Contraceptive.
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Propuesta  minconf/minFC  minsop = 0.05

minsop = 0.1

#cesr Hexc | Hcesr Hexc
Suzuki 0.95 394 316 335 280
0.90 1047 540 959 505
0.75 2167 233 1961 163
Hussain 0.95 394 0 335 0
0.90 1047 0 959 0
0.75 2167 1 1961 0
ERSA Conf 0.95 394 549 335 462
0.90 1047 2035 959 1875
0.75 2167 8640 1961 7971
ERSA FC 0.95 94 49 65 33
0.90 271 321 208 224
0.75 1092 2319 977 2114

Tabla 3.11: Ntumero de reglas csr y de excepcién para las distintas propuestas en

la base de datos Wisconsin breast cancer.
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método consigue en la mayoria de los casos una reduccién considerable del niimero
de reglas de excepcién obtenidas sin necesidad de usar una regla de referencia
(obsérvese la reduccién de reglas de excepcién entre usar confianza y factor de
certeza), imponiendo una medida més fuerte y fiable que la confianza, habiendo
elegido en nuestro caso el factor de certeza debido a sus buenas propiedades, ya

analizadas en la Seccién 2.1.6.

En las Figuras 3.5~3.10 también podemos ver el comportamiento de nuestras
propuestas usando el factor de certeza para obtener reglas anémalas y de excepcién
frente al ntimero de reglas common sense obtenido. En la primera de ellas
(mushroom) nuestra propuesta para las reglas de excepcién es peor para los casos
de minFC = 0.75 con minsop = 0.1 6 0.05. Algo parecido ocurre para las
bases de datos abalone y wisconsin breast cancer, donde nuestra propuesta
es bastante peor que la de Suzuki et al. cuando minFC = 0.75. En estos casos,
volvemos a encontrarnos que muchas de las csr llevan asociadas un gran ntmero
de excepciones. Con el criterio de poda que propusimos anteriormente podriamos

obtener mejores resultados.

Mushroom
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Figura 3.5: Numero de reglas csr, de excepcién y andémalas con las distintas

propuestas para la base de datos Mushroom.

Con respecto a las reglas andémalas, en términos generales, siguiendo nuestra
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propuesta extraemos un menor nimero de reglas que con el método de Berzal et
al., obteniendo que el nimero de reglas anémalas extraidas es menor que el niimero

de csr en la mayoria de las bases de datos.
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Figura 3.6: Numero de reglas csr, de excepcién y andmalas con las distintas

propuestas para la base de datos Abalone.

En las Figuras 3.11 y 3.12 podemos ver el nimero de reglas dobles obtenidas
en algunas de las bases de datos utilizando respectivamente la confianza y el
factor de certeza como medida de interés para los umbrales de minsop = 0.05
y minconf/minCF = 0.75. En estos casos, la obtencién de reglas dobles nos
ofrece una informacién més detallada sobre la relacién entre los items involucrados,
puesto que éstos estan estrechamente relacionados en ambos sentidos de la regla.
Este tipo de regla brinda una nueva forma para ver si existe una mayor dependencia

o una relaciéon mas fuerte entre un conjunto de items.
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Hepatitis
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Figura 3.7: Numero de reglas csr, de excepcién y andémalas con las distintas

propuestas para la base de datos Hepatitis.
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Post Operative

450

csr Conf - -o--
exrc Suzuki ---a---
anom Berzal —e=—
csr FC - .-
exc FC
anom FC

400

350

300

250

200

# Reglas

150

100

Figura 3.8: Numero de reglas csr, de excepcién y andémalas con las distintas

propuestas para la base de datos Post Operative.
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Wisconsin Breast Cancer
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Figura 3.9: Numero de reglas csr, de excepcién y andmalas con las distintas

propuestas para la base de datos Wisconsin Breast Cancer.
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Figura 3.10: Nimero de reglas csr, de excepcién y andémalas con las

propuestas para la base de datos Contraceptive.
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Reglas Dobles
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Figura 3.11: Numero de reglas y reglas dobles para algunas de las bases de datos

para minsop = 0.05 y minconf = 0.75.
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Figura 3.12: Numero de reglas y reglas dobles para algunas de las bases de datos

para minsop = 0.05 y minF'C = 0.75.
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3.2.4. Algunos Resultados Interesantes

Los experimentos realizados en la seccién anterior con las distintas bases de
datos nos ofrecen resultados que un experto en cada materia debe analizar para
evaluar si realmente las reglas anémalas, de excepcién y dobles obtenidas son 1tiles
y novedosas.

Al no tener la opinién del experto, hemos tomado algunas de las reglas
obtenidas y analizado si ofrecen informacion 1til o interesante en algun aspecto.
Las reglas que mostramos a continuacién se han obtenido usando nuestra propuesta
con el par (csr, exc) para las reglas de excepcion y el triple (csr, anom, ref) para
las reglas anémalas, imponiendo el factor de certeza.

En la base de datos mushroom, una de las reglas de excepcién que nos podemos

encontrar es la siguiente:

“ST gill-color = brown
ENTONCES edible (Sop =0.114 & FC = 0.778)
EXCEPTO cuando cap-color = pink (F'C' =1)".

Lo que viene a decir: que si el color del himenio (I&minas debajo del sombrero)
es marrén entonces el hongo es comestible con un soporte de 0.114 y un factor de

certeza 0.778, excepto cuando el color del sombrero es rosa (con factor de certeza

1).

También podemos extraer algin par (csr,anom) de la base de datos mushroom

como por ejemplo:

“ST odor=foul

ENTONCES ring-type = evanescent ( Sop =0.071 & FC =1)

O BIEN gill-size = broad (de forma inusual con FFCy =1, FCy = 1),

O BIEN stalk-root = bulbous (de forma inusual con FC; =1, FCy = 1)”.

La cual tiene dos reglas anémalas asociadas. Esta regla puede interpretarse como
sigue: si el olor es parecido al del pescado entonces el tipo de anillo es evanescent
con soporte 0.071 y factor de certeza 1, o bien inusualmente podemos obtener
que el himenio tiene ldminas anchas, o bien, la rafz del pie (o tallo) es bulboso o
protuberante, con factor de certeza 1 tanto en la regla anémala como en la regla

de referencia.
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En los resultados obtenidos, hemos observado que muchas de las reglas
anémalas obtenidas contienen itemsets complementarios al consecuente de la csr,
es decir, A e Y tienen el atributo en comin, pero difieren en el valor. Esto es muy
util para ver cudl es la asociacion fuerte y cudles sus comportamientos anémalos

o consecuentes inusuales en este caso especial.

Para mostrar algin resultado sobre las reglas dobles, elegiremos dos obtenidas
en la base de datos vote de los votos del Congreso de 1984 en los Estados Unidos:

“ physician-fee-freeze = no «— democrat
( Sop =0.563, FC, =0.979 & FCy = 0.809)”
“ el-salvador-aid = yes «— democrat

( Sop = 0.126, FC; = 0.979 & FCy = 0.809)”

que nos da una fuerte relacién entre el voto a los demécratas y los dos antecedentes

anteriores.
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3.3. Resumen

Este capitulo ha mostrado la parte experimental relacionada con la imple-
mentacion de un algoritmo viable y con muy buenas caracteristicas para la ex-
traccién de reglas de excepcién, anémalas y dobles. En particular se ha mostrado
c6mo hacer uso del modelo formal para obtener de la forma mas eficiente y rapida
la informacién sobre las frecuencias que involucran la medicién de la validez de

cada tipo de regla.

En particular, hemos utilizado un método basado en la representacién de
los items mediante Bitsets que acelera el computo de la operacion logica de
la conjuncién y la cardinalidad de los items y siguiendo un algoritmo un poco
distinto a lo usual para obtener también las reglas dobles y las reglas de excepcion
y andmalas asociadas.

La complejidad de dicho algoritmo depende del nimero de reglas common sense
extraidas y del niimero de items, como hemos podido observar en la Seccién 3.2.2.

En general, los resultados obtenidos con nuestras propuestas son comparables
a los obtenidos por Suzuki et al. para las reglas de excepcién y mejoran bastante

para las reglas andmalas en comparacién con la propuesta de Berzal et al.

Con todo esto, también hemos visto que el modelo nos da una buen marco
formal para la representacion y la evaluacion de distintos tipos de reglas de
asociacién y ademds ofrece una herramienta sencilla y 1til a la hora de implementar

los distintos tipos de cuantificadores para medir la validez de las reglas.
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A continuacién resumiremos los objetivos conseguidos que se describieron al
principio de la memoria y las conclusiones sobre los resultados obtenidos de nuestro

trabajo.

El principal objetivo que propusimos al comienzo de esta memoria, era el
desarrollo de un modelo formal para la representacién y evaluacién de
las reglas de asociacion que fuera extensible para cualquier tipo de asociacién
entre dos conjuntos de items u objetos, que sirviera de marco unificado para el
estudio de las propiedades de la relacién entre dos o mas itemsets, asi como de las

medidas de interés utilizadas para su evaluacién y extraccién.

Este objetivo se ha alcanzado mediante el desarrollo de un modelo ya existente
llamado GUHA [H4jek et al., 1966] que nos ha proporcionado una base 16gica y es-
tadistica para avanzar y estudiar con méas profundidad algunas de las herramientas
que se utilizan en la extraccion de reglas de asociacién. Ademéas hemos extendido el
modelo a multiples tipos de asociaciéon como puede observarse en el Capitulo 2 en
las Secciones 2.1, 2.2 y 2.4, donde hemos extendido el modelo para obtener reglas
muy fuertes [Delgado et al., 2010b], reglas difusas [Delgado et al., 2009], reglas de
excepcién [Delgado et al., 2008a], [Delgado et al., 2010a], etc. definiendo en estos
casos nuevos tipos de cuantificadores que se ajusten al tipo de conocimiento que
se pretende extraer de la base de datos.

Al establecer dichas extensiones, se han obtenido herramientas y procedi-

mientos que son de utilidad en diversas situaciones:

= Hemos propuesto un conjunto de axiomas o principios que toda me-
dida de interés deberia cumplir para obtener unos resultados deseables
[Delgado et al., 2010b].
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= Hemos establecido un vinculo entre los tipos de cuantificadores y las
propiedades deseables para una “buena” medida de interés, proponiendo un
procedimiento formal para comprobar cuando las medidas cumplen dichas
propiedades por medio de su interpretacién como cuantificador en el modelo
formal (Secciones 2.1.4 y 2.1.7).

= Como resultado de lo anterior, hemos comprobado que la medida del factor de
certeza presentado en [Berzal et al., 2002] cumple el conjunto de principios
propuesto [Delgado et al., 2010b] utilizando como herramienta su expresién

mediante el modelo y el procedimiento descrito en la Seccién 2.1.4.

= En la Seccién 2.2 hemos propuesto una extensiéon natural del modelo para
el caso de reglas difusas utilizando el modelo de representacién mediante
niveles de restriccién descrito en [Sanchez et al., 2009], comprobando que
efectivamente cuando lo restringimos a reglas crisp, obtenemos el modelo

que ya tenfamos para este caso [Delgado et al., 2009].

= Como consecuencia de la extension anterior, se ha obtenido un procedimiento
para obtener medidas de interés para las reglas de asociacién difusas a partir

de cualquier medida de evaluacién ya existente en el caso crisp.

= En la Seccién 2.4 se han adaptado las dos herramientas bésicas del
modelo: tabla-4ft y cuantificadores-4ft para la extraccion de tres tipos
especiales de asociaciones: reglas de excepcion, anémalas y dobles. Las dos
primeras requieren la intervenciéon de tres conjuntos de items involucrando
la negacién de algunos de ellos, obteniendo reglas que no corresponden
al esquema habitual de antecedente — consecuente, si no al esquema
antecedente A excepcion — — consecuente para el caso de las reglas de
excepcion [Delgado et al., 2008a] o al esquema antecedente A — consecuente

— anomalia para las reglas andémalas.

= La adaptacion del modelo para estos tipos de reglas particulares ha ayudado

a mejorar la implementacion del algoritmo presentado en el Capitulo 3.

El segundo objetivo que nos propusimos fue obtener nuevos procedi-
mientos para obtener conocimiento de bases de datos formadas por
bolsas. Este objetivo queda totalmente desarrollado en la Seccién 2.3, donde
utilizando la Teoria de Subconjuntos Difusos y nuevos tipos de asociaciones tales
como las dependencias graduales y las dependencias graduales difusas, hemos

propuesto varias alternativas para descubrir conocimiento 1til, comprensible y no
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trivial de este tipo especial de datos que involucran cantidad. En particular se han

desarrollado los siguientes objetivos:

= Se han examinado las propuestas existentes para este tipo de base de datos.

= Hemos presentado cuatro formas distintas de extraer diversos tipos de
conocimiento. Hemos estudiado las caracteristicas de cada propuesta y
examinado la seméntica obtenida con cada una, distinguiendo en qué casos

es mas util una que otra.

= También hemos comparado nuestras propuestas con las ya existentes y hemos

aplicado las propuestas a una base de datos ficticia.

Siguiendo en la linea de trabajo de obtener nuevos métodos para extraer
conocimiento de utilidad y novedoso para el usuario se encuentra el tercer objetivo
de nuestro trabajo donde se propuso obtener y/o mejorar los procedimientos
para la extraccion de reglas de asociacién que involucran la negacion
de items. Este objetivo estd ampliamente desarrollado en las Secciones 2.4 y 3.2.
En la primera seccién se aborda el problema desde un punto de vista formal y
tedrico haciendo uso del modelo, y en la segunda, de forma practica mediante
su implementacién y experimentacién con bases de datos reales. Concretamente

podemos distinguir las siguientes aportaciones:

= Se ha realizado un estudio de los distintos tipos de reglas de asociacion de
este tipo, obteniendo que las reglas de excepcién y las anémalas constituyen
un buen punto de partida para obtener conocimiento de utilidad para el

usuario.

= Se ha analizado la seméntica y la formulacién de las propuestas existentes

para cada una de ellas.

= Hemos propuesto algunos cambios en la formulacién de ambos tipos de reglas.
Para las reglas de excepcién, hemos visto que la regla de referencia puede
restringir bastante la busqueda. Para que esto no suceda hemos eliminado
dicha restriccién y hemos propuesto usar una medida de interés mas fuerte y
distinta a la confianza: el factor de certeza. Para las reglas anémalas, hemos
cambiado la regla de referencia por una mads estricta puesto que la anterior
tenfa problemas en este sentido, y hemos reforzado su extraccién usando
también el factor de certeza.
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= Ademads, se ha presentado un nuevo tipo de reglas: las reglas dobles, que junto
con la extraccién de las reglas de excepcién y las reglas anémalas asociadas,
nos brinda una mejor descripcién de la relacion existente entre dos conjuntos

de items.

= Se ha adaptado el modelo para la obtencién de este tipo de reglas y para su

posterior uso en la implementacién practica de las propuestas.

El 1dltimo objetivo de esta memoria, como no podia ser de otra forma, ha sido
el desarrollo de un método, algoritmo o procedimiento basado en la
filosofia del modelo para obtener distintos tipos de reglas de asociacién.
En particular, el método presentado se ha desarrollado para obtener reglas de
excepcion, anémalas y dobles en una base de datos. Todo esto podemos verlo en

el Capitulo 3 donde podemos destacar las siguientes contribuciones:

= Hemos analizado brevemente algunas de las propuestas para obtener
reglas de asociacién y hemos decidido utilizar una representacion de los
items mediante bitsets. Esta representacién se ajusta muy bien al modelo
cuando realizamos las operaciones logicas entre distintos items: cardinal,
conjuncién, disyunciéon y negaciéon. Aunque la negaciéon es més costosa
computacionalmente hablando, el modelo nos permite obtener las frecuencias

necesarias por medio del resto de operaciones.

= Utilizando la anterior representacién, hemos propuesto un algoritmo de
extraccion de reglas de asociacién que puede utilizarse para cualquier tipo
de cuantificador. Ademas lo hemos adaptado para extraer reglas dobles, de

excepcién y andmalas.

= Hemos estudiado la complejidad tedrica y real con respecto al tiempo de
ejecucion y la memoria. Segun este estudio, el tiempo de ejecucién depende
directamente del nimero de reglas common sense obtenidas y del niimero de

items.

= Se han hecho experimentos con bases de datos reales y se han comparado los
resultados con las otras propuestas para varias elecciones de los pardmetros
minsop y minconf /minCF, obteniendo en muchos casos resultados muy

prometedores.

En general, podemos decir que el trabajo realizado desarrolla varios aspectos
fundamentales de la mineria de datos, y en particular de la extraccién de las

reglas de asociacién, algunos de ellos tenidos en muy pocas veces en consideracién:
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representacién, formalizacién, desarrollo de nuevos procedimientos utilizando

varios tipos de herramientas y experimentacion en bases de datos reales con los

métodos propuestos.
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Trabajos Futuros

La principal direccién para futuros trabajos es investigar nuevos tipos de
asociaciones que puedan ampliar el conocimiento del usuario. En esta linea
yva hemos dado varios pasos con las aportaciones hechas en las Secciones 2.3
y 2.4 donde se ha obtenido un tipo de informacién més especifica que el
generalmente obtenido con simples reglas de asociacién [Delgado et al., 2008c¢],
[Delgado et al., 2008b], [Delgado et al., 2008a], [Delgado et al., 2010a]. Para ello
hemos utilizado varias herramientas que pueden servir para futuras investigaciones:
dependencias graduales y dependencias graduales difusas adaptadas a un tipo
especifico de base de datos, y la extraccién conjunta de un par o una terna de
reglas relacionadas entre si cuyo conjunto ofrece una seméntica de interés para el

usuario.

Estas ideas pueden desarrollarse para otros casos y otros ambientes, para
obtener informacién mas compleja de las bases de datos. También es interesante el
uso de la negacién de un item para obtener nueva informacién o para confirmar la
informacién ya obtenida, asi como el papel que jugaba la regla de referencia en las
ternas definidas para obtener reglas de excepcién y anémalas que no fueran falsas

u obtenidas por suerte.

Con respecto al modelo formal, este puede seguir extendiéndose y adaptandose
a los nuevos tipos de asociaciones que surjan, proporcionando un marco formal
Unico para el estudio de dichas asociaciones. En esta linea se encuentra el trabajo
realizado para representar las reglas difusas [Delgado et al., 2009] descrito en la
Seccién 2.2 donde el modelo sirve como herramienta para definir nuevas medidas
adaptadas a este tipo de reglas. A este respecto, esta linea de investigacién puede

seguir dando sus frutos.
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APENDICE

Teoria de Subconjuntos Difusos

La mayoria de la informacién que manejamos diariamente no es de tipo precisa
o presenta imperfecciones. Entre los tipos de informacién imperfecta que nos

podemos encontrar destacaremos los siguientes:

= Incertidumbre. Ocurre cuando no tenemos seguridad en la aparicién de un
cierto fenémeno o resultado de un cierto experimento. Por ejemplo: “manana

llovera”.

= Imprecision. El valor de una variable se encuentra en un conjunto de valores
pero no se puede precisar cudl es. Por ejemplo: “Juan tiene entre 20 y 25

anos”.

= Vaguedad. El conjunto que se especifica no esta bien definido. Por ejemplo:

“Juan es joven”.

Ademsés estos tipos de informacién pueden aparecer mezclados. Por ejemplo en
la frase “creo que Juan gana mucho dinero” podemos encontrar imprecisién e
incertidumbre ya que la informacién es imprecisa y no estamos seguros de que sea
cierta.

Esto ha hecho que a lo largo de los anos se hayan introducido modelos
mateméaticos para representar la informacién imperfecta!, como la Teoria de
la Probabilidad, la Teoria de la Evidencia de Dempster-Shafer y la Teoria

de los Factores de Certeza. Para nuestros propositos nos serd de utilidad la

Puede consultarse el capitulo 5 del libro [Lucas and van der Gaag, 1991] y el capitulo 7 del
libro [Frost, 1987] para una breve descripcién de algunas de estas teorfas.
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Teorfa de Subconjuntos Difusos propuesta por Zadeh [Zadeh, 1965], la cual ha
experimentado un considerable crecimiento debido a las aportaciones de otros
muchos investigadores. En este documento, el tratamiento de la informacion es
muy importante puesto que para la extraccion de reglas de asociacion podemos
encontrarnos con varios tipos de datos que pueden contener algin tipo de
imprecision, vaguedad o incertidumbre. Pero ésta no sera la tinica herramienta que
utilizaremos para tales efectos puesto que el modelo de representaciéon mediante
Niveles de Restriccidn introducida por Sénchez et al [Sdnchez et al., 2008b] y que
desarrollamos en la seccién 1.3 resuelve algunos de los problemas de la anterior
cuando las operaciones involucradas contienen la negacién, reduciendo ademas la

complejidad cuando se ven envueltas un gran nimero de operaciones.
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A.1. Concepto de Conjunto Difuso

El concepto clasico de conjunto esta relacionado intimamente con el cumpli-
miento de una determinada propiedad que deben satisfacer los elementos de ese
conjunto. Podemos considerar que una propiedad es una funcién definida sobre
un conjunto de objetos del referencial X, que hace corresponder cada uno de esos
objetos con un elemento del conjunto {0, 1}. De tal forma, un objeto pertenecera al
conjunto si la funcién le asigna un 1; y en caso contrario, no pertenecera a él. Estos

conjuntos se denominan crisp o clasicos.

La Teoria de Subconjuntos Difusos generaliza esta idea cldsica de conjunto,
considerando que las propiedades que definen un conjunto son igualmente funciones
definidas sobre el universo X, pero que usan como imagen el intervalo real cerrado
[0,1]. Con esta generalizacién se permite manejar la vaguedad o imprecisién que
puede aparecer sobre los elementos del conjunto. De esta forma sabremos si un
elemento pertenece o no a un conjunto difuso mediante un grado de aceptaciéon

entre 0 y 1.

Formalmente, sea X un universo (también llamado referencial). Se denomina

Subconjunto Difuso de X a todo conjunto de la forma
A={(z,9),x € X,g€[0,1])}

es decir, A estd formado por objetos del universo X y cada uno de ellos tiene
asociado un grado de pertenencia medido en el intervalo [0, 1].
El conjunto difuso A se caracteriza univocamente por medio de la denominada

funcion de pertenencia
pa: X — [0,1]
s pa(r) =g

de forma que para cada elemento = del conjunto referencial, u 4 representa el grado
de pertenencia del elemento x al conjunto difuso A, tal y como puede verse en la
figura A.1

Cuando el universo de referencia X es finito (X = {z1,...,2z,}) la funcién de

pertenencia suele expresarse mediante la siguiente notacién:

A={pa(x1)/z1+ pa(r2)/o2 + - + pa(zn)/zn}

Definiremos a continuacién algunos conceptos basicos sobre conjuntos difusos.
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Figura A.1: Funcién de pertenencia de un conjunto difuso A

Se dice que un conjunto difuso A es normal si existe al menos un z € X tal

que pa(z) = 1.

Se llama soporte de un conjunto difuso A al conjunto de todos los elementos

de X que tienen un nivel de pertenencia estrictamente mayor que 0, es decir:

sop(A) = {x € X | pa(z) > 0}.

Se llama nicleo (kernel) del conjunto difuso A al conjunto
Ker(A) ={z € X | pa(z) =1}

El conjunto de todos los subconjuntos difusos sobre un referencial X se

denota por P(X). Es obvio que
P(X) C P(X)

donde P(X) denota las partes de X, es decir, el conjunto formado por
todos los subconjuntos de X. Usaremos el término “crisp” cuando queramos
diferenciar algin término “clsico” del caso difuso. En este caso P(X) es un

concepto crisp mientras que P(X) es difuso.

La altura de un conjunto difuso A se define como el mayor valor de su funcién
de pertenencia:

Altura(A) = sup pa(z)
zeX
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A.2. Representacion de Conjuntos Difusos mediante

a~-cortes

En la literatura pueden encontrarse diversas formas para representar un
conjunto difuso sobre X de forma univoca mediante un conjunto de subconjuntos
crisp de X, cada uno de ellos con un cierto grado de importancia en la
representacién dado por un valor en el intervalo [0, 1]. La idea de representacién
es muy importante porque establece una conexiéon entre los conjuntos crisp y
los difusos que permite extender propiedades de éstos primeros a los difusos.
Aqui comentaremos la representacion més utilizada de un conjunto difuso mediante

el conjunto de sus conjuntos de nivel o de sus a-cortes.

Para cada « perteneciente al intervalo [0, 1] y cada subconjunto difuso A, se
define el a-corte (o corte de nivel ) de A como el conjunto de todos los elementos
del universo de referencia que tienen un grado de pertenencia mayor o igual a «,
es decir:

Ay ={z € X | pa(x) > a}.

Y el a-corte estricto (o fuerte) se define como
A ={z € X | pa(x) > a}.

Los a-cortes de un conjunto difuso guardan entre si la relacién de inclusién
siguiente:
Si a > 3 entonces A, C Ag.

A partir de estas definiciones es inmediato comprobar que el soporte de un
conjunto difuso A se corresponde con el 0-corte estricto de A y que el nucleo de

un conjunto difuso A se corresponde con el corte de nivel 1.

El conjunto de valores « € [0, 1] para los que existe al menos un elemento de X
que pertenece al conjunto difuso A con grado «, se denomina conjunto de niveles

de A, formalmente:
A(A) ={a € [0,1] | pa(z) = « para algin z € X }.

El Teorema de Descomposicion [Zadeh, 1971] establece que un conjunto difuso
A puede representarse de forma univoca a partir del conjunto de sus a-cortes.
Formalmente:

A= |J oA,

acA(A)



210 Apéndice A. Teoria de Subconjuntos Difusos

donde J representa la unién de conjuntos y @A, es el conjunto difuso con funcién
de pertenencia:

o parazx € A,
HaA, (x) =
0 en otro caso.

Es decir, pa(z) = sup{a |z € A.}.
Reciprocamente puede demostrarse que una familia finita de conjuntos
{Au,,-.., A, } con pesos respectivos ai,...,a, que verifiquen que para cua-

lesquiera «;, o € [0, 1]
si a; > aj entonces Ay, C Ag;,
define un conjunto de a-cortes del subconjunto difuso dado por
pa(x) =supf{a |z € Ay}

Ejemplo A.1. Sea A = {0.8/z1, 0.4/x2, 0.7/x3, 0.6/x4}. Entonces sus a-cortes

asociados son:

Ag.a = {x1, 22, 23,24}
Aoe = {15175637374}
Aor = {z1, 73}

Agg = {71}

El anterior teorema nos dice que para cualquier i = 1,2, 3,4
pa(x;) =sup{a - pa, (i)},
siendo w4, la funcién caracteristica del a-corte A,. ¢

Dado que una “relaciéon” en sentido clasico no es méas que un subconjunto de

un producto cartesiano, es inmediato definir relaciones difusas.

Definicién A.1. Una relacion difusa R es un conjunto difuso definido sobre el

producto cartesiano de universos de referencia: pp : X1 x -+ x X,, — [0, 1].
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A.3. Operaciones basicas con conjuntos difusos

La extension del concepto de conjunto para el caso difuso careceria de sentido si
no extendiésemos también las operaciones que se pueden realizar entre conjuntos.
Pero deben generalizarse de tal forma que cuando los conjuntos implicados sean
los ordinarios, estas operaciones deben comportarse de la forma habitual.

Las familias de operadores difusos méas importantes son las llamadas t-normas,
t-conormas y negaciones, que nos servirdn a su vez para extender los operadores

de interseccién, unién y complemento.

A.3.1. Operadores de interseccién: t-normas

Una t-norma es una funcién ® : [0, 1] x [0, 1] — [0, 1] que verifica las propiedades

siguientes para cualesquiera a, b, c € [0, 1]:
1. Frontera: a ® 1 = a.
2. Monotonia: Si b < ¢ entonces a @b < a® c.
3. Conmutatividad: a ® b = b ® a.
4. Asociatividad: a® (b®¢) = (a®b) Q¢
Algunas de las t-normas més utilizadas son las siguientes:
= Interseccién esténdar: a ® b = min(a, b)
= Producto algebraico: a ® b = ab
= Resta acotada (Pluralistic): ¢ ® b = max(0,a +b— 1)

a sib=1
= Interseccién dréstica: a@b=<b sia=1

0 en otro caso.

La interseccién de dos conjuntos difusos A y B mediante una t-norma se define

Ccomo:

panB(z) = pa(z) ® pp(z).
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A.3.2. Operadores de union: t-conormas

Una ¢-conorma es una funcién @ : [0, 1] x [0, 1] — [0, 1] que verifica las cuatro

propiedades siguientes:
1. Frontera: a ® 0 = a.
2. Monotonia: Si b < ¢ entonces a Db < a @ c.

3. Conmutatividad: a ® b = b & a.

S

. Asociatividad: a @ (b® ¢) = (a D b) @ c.

Algunas de las t-conormas mas utilizadas son las siguientes:
= Unién estdndar: a ® b = méx(a, b)

= Suma algebraica: a ®b=a+ b — ab

= Suma acotada (Pluralistic): a« ® b = min(1,a + b)

a sib=0
» Unién drastica: a @b=<b sia=0

1 en otro caso.

La unién de dos conjuntos difusos A y B mediante una t-conorma se define

Ccomao:

pau(x) = pa(z) ® pp(x).

A.3.3. Operadores de complemento: negaciones

Una negacién es una funcién n : [0,1] x [0,1] — [0,1] que verifica las dos

propiedades siguientes:
1. Frontera: n(0) =1y n(1) =0.
2. Monotonfa: Si a < b entonces n(a) > n(b).

Estas propiedades son las minimas que debe cumplir una negacién, pero también

se le suelen exigir algunas otras propiedades como:
3. Continuidad: n debe ser una funcién continua.

3. Propiedad involutiva: n(n(a)) = a para todo a € [0, 1].
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La negacién més utilizada es la negacién estandar,
nfa)=1-a
aunque también hay otras como las llamadas negaciones umbrales,

1 a < wumbral
n(a) =
0 a > umbral

donde umbral €]0, 1].

El complemento de un conjunto difuso A, que lo notaremos por A se

definird como

pa(x) =n(pa(e)).

A.3.4. t-norma y t-conormas Duales

Dada una negacién n, la t-norma ® y la t-conorma @ son duales con respecto

an siy sélo si
n(a®b) =n(a) ®n(b) y n(a®b) =n(a)@n(d)

A la terna (®, @, n) se le denomina triple dual. Si consideramos la negacién como

n(x) = 1 — x, son triples duales las siguientes ternas:
= (min(a,b), mix(a,b),n)
= (aba+b—ab,n)
s (max(0,a +b—1),min(1,a + b),n)
» (Interseccion drdstica, Unidn drdstica, n).
También tienen especial relevancia y son especialmente interesantes las

operaciones de inclusion e implicacion de conjuntos difusos.

A.3.5. Inclusién e Implicacion Difusas

Definicion A.2. Sean A, B dos conjuntos difusos definidos sobre el mismo
referencial X, diremos que A estd incluido en B si su funcién de pertenencia

toma valores mas pequenos, esto es,

ACB& pa(z) <pplr) YVeeX
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La anterior definicién de L. Zadeh convierte la relacion de inclusién en
una pregunta crisp. Para evitar este inconveniente, se han propuesto numerosas
definiciones alternativas para la relacién de inclusién, como por ejemplo la

siguiente, que utiliza una funcién de implicaciéon =
Inc(A,B) = iniA(x) = B(x)
EIS
Definicién A.3. Una implicacion difusa [Trillas and Valverde, 1985] es una
funcién ¢ : [0,1] x [0,1] — [0, 1] que verifica las siguientes propiedades:

= Decreciente en primera variable: si @ < b entonces i(a,z) > i(b,x) para

cualesquiera x,a, b € [0, 1].

= Creciente en segunda variable: si a < b entonces i(z,a) < i(x,b) para

cualesquiera x,a, b € [0, 1].
= Frontera: i(0,2) =1, e i(1,z) = z para todo z € [0, 1].
= Asociativa: i(a,i(b,x)) = i(i(b,a), z), para cualesquiera x,a,b € [0, 1].

Entre los operadores de implicacién destacan dos importantes subfamilias de
operadores llamadas S-implicaciones y R-implicaciones.

Las S-implicaciones se definen mediante el uso de una t-conorma @ y una
negacion n como
i(a,b) = n(a) @ b.

Algunas S-implicaciones son las siguientes:
= Kleene-Dienes: i(a,b) = max(1 — a,b).

= Reichenbach: i(a,b) =1 — a + ab.

» Pluralistic: i(a,b) = min(1,1 — a + b).

b a=1
= Dréstica: i(a,b) =<1 —a b=0

1 en otro caso.

Las R-implicaciones se definen mediante el uso de una ¢t-norma continua &

segun la expresion
i(a,b) = sup{x € [0,1] : i(a,z) < b}.

Algunas R-implicaciones son las siguientes:
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1 a<b
s Godel: i(a,b) = .
b a>hb.
1 a<b
= Goguen: i(a,b) = .
b/a a>b.

s Pluralistic: i(a,b) = min(1,1 —a + b).

L b oa=1
= Dréstica: i(a,b) =
1 en otro caso.
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A.4. Numeros Difusos

Para poder estudiar la forma de operar con cantidades difusas necesitariamos
una Aritmética de las cantidades imprecisas, lo que se puede conseguir a partir de

la siguiente definicién de nimero difuso.

Un numero difuso N es un conjunto difuso verificando las siguientes

propiedades:

1. N es convexo, es decir, uy(Ax; + (1 — N)zg) > min{upy(x1), uy(x2)}, para

cualesquiera z1,z2 € [0,1],
2. N es normal,
3. pun es una funcién continua a trozos, y
4. el soporte de N esta acotado.

Un ntimero difuso A es de tipo LR si existen dos funciones de referencia L y

R y dos niimeros reales positivos a y 3, tales que

L(u) r<a

Hale) = R(;;a) z>a

Al valor real a se le suele llamar moda de A, mientras que a « y ( suelen

denominarse amplitudes izquierda y derecha respectivamente.

Definicién A.4. Un numero difuso triangular T es un ntmero difuso que se

caracteriza mediante una terna de ntmeros reales (¢1, to, t3) donde

m Sl <3
w pp(z) = tzjll para cualquier x € [t1, ta].
t3—x

» pr(z) = 257 para cualquier x € [t2, t3].
= pp(x) =0 para todo x €] — 00, t1[U]ts, 0o[

Definiciéon A.5. Un numero difuso trapezoidal Z es un nimero difuso que se

caracteriza mediante una cuddrupla de nimeros reales (z1, 22, 23, 24) donde

m 21 <2< z3< 2

w uz(z) = % para cualquier x € [z1, za].
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= pz(z) =1 para cualquier x € [z, 23].
24—X

= pz(z) = F= para cualquier © € [23, z4].

= pz(z) =0 para todo z €] — 00, 21| U [24, 0]

Fi A.2: Nt i 1
eura umero triangular Figura A.3: Numero trapezoidal

Como podemos observar, todo ndmero difuso triangular (¢1,t2,t3) puede

representarse como un nimero difuso trapezoidal (t1,ta, t2,t3).
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A.5. Variables lingiiisticas

En el dambito de la légica difusa, los conceptos imprecisos se representan
mediante etiquetas lingiisticas. Estas son conjuntos difusos mediante los que se da
semantica a un identificador que representa un concepto o una propiedad de este.
Un ejemplo de etiqueta lingiiistica podria ser ‘alto’y se representaria mediante un
conjunto difuso que tiene como referencial al conjunto de todas las alturas posibles.

De manera informal, una variable lingtiistica es una variable que toma valores
dentro de un dominio formado por etiquetas lingiiisticas. Por ejemplo, la variable
lingiiistica ‘edad’ de una persona podria tomar valores dentro del dominio {bebé,
nifio, adolescente, joven, maduro, mayor, muy mayor}. Estas etiquetas serin
conjuntos difusos cuyo referencial es el conjunto (numérico) de las posibles edades
de una persona.

El manejo de estas variables permite un razonamiento mas cercano al del ser
humano ya que disminuye la granularidad del dominio de una variable y ademas
se definen significados intuitivos para la persona que los use.

Para cuantificar el grado de relacién entre distintas variables lingiiisticas
en base a los datos almacenados en una base de datos, basta con medir los
cardinales y los cardinales relativos de los conjuntos difusos inducidos por las
etiquetas que compongan dichas variables y usarlos para la evaluacién de sentencias
cuantificadas. En la proxima seccién veremos algunos métodos para la evaluacion

de dichas sentencias.
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A.6. Cuantificacion Difusa

El concepto de cuantificador lingiifstico se debe a L. Zadeh [Zadeh, 1983].
El uso de cuantificadores lingiiisticos en la légica difusa es imprescindible para
modelar sentencias del lenguaje natural llamadas sentencias cuantificadas, de las
que trataremos posteriormente.

Dentro de los cuantificadores lingiiisticos se suelen distinguir dos tipos:

= Absolutos, si se refieren a una cantidad o intervalos de cantidades; como por

ejemplo: bastantes, pocos, muchos, alrededor de n, entre m y n, etc.

= Relativos, si representan porcentajes difusos del total; como por ejemplo: al

menos la mitad, la mayoria, existe, aproximadamente la mitad, etc.

También es importante el concepto de familia coherente de cuantificadores,
asi una familia de cuantificadores relativos coherentes son aquellos que verifican

las dos propiedades siguientes:
1. Condicién de Frontera: Q(0) =0y Q(1) = 1;
2. Monotonfa: si z < y entonces Q(x) < (y).

Segiin Zadeh [Zadeh, 1983] hay dos tipos de sentencias cuantificadas cuya

estructura general es la siguiente:

= Sentencias de tipo I: @ de los X son A.

= Sentencias de tipo II: @ de los D son A.

donde @ es un cuantificador lingiifstico, X es un conjunto finito crisp y tanto A
como D son subconjuntos difusos de X que representan propiedades imprecisas.
Las sentencias de tipo I son apropiadas tanto para cuantificadores absolutos como

para relativos, mientras que las de tipo II sélo tienen sentido para los relativos.

La evaluacién del grado de verdad de una sentencia cuantificada consiste en

calcular la compatibilidad entre una medida de cardinalidad y un cuantificador.

La cardinalidad de un conjunto difuso trata de generalizar el concepto cldsico
de cardinal de un conjunto, esto es, el ntimero de elementos que pertenecen al
conjunto. Existen numerosas medidas para calcular la cardinalidad de un conjunto
de difuso. Una de las mas utilizadas es la medida de cardinalidad escalar.
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Definiciéon A.6. La cardinalidad escalar de un conjunto difuso A se define como:
Al =) pa(a).
reX

Lamentablemente, esta definicién presenta varios problemas y conduce a
numerosas paradojas. Una medida mas acertada es la medida presentada en

[Delgado et al., 2000], gracias a la cual la cardinalidad difusa es un conjunto difuso.

Definicién A.7. La cardinalidad difusa de un conjunto difuso A es el conjunto
difuso ED cuya funcién de pertenencia se evalia para cada 0 < k < [sop(A)]

como:
a; —a;_1 Siaq; € A(A) y |Aa,;‘ =k
MED(Av k) =
0 en otro caso
donde A(A) = {aq,...,a,} U{1} son los a-cortes o niveles de A, siendo a; > ;1

paratodoi=1,...,py apy1 = 1.

Usando esta tltima definiciéon, podemos determinar el cardinal relativo de un

conjunto difuso con respecto a otro conjunto difuso.

Definiciéon A.8. El cardinal difuso relativo de un conjunto difuso A con respecto
a un conjunto B se define como un conjunto ER que se define para cada 0 < k <1
como:

ER(A/B,k) = > o — g

a;:C(A/B,a;)=k

donde AN B
C(A/B,o;) = B
y donde A(A) UA(ANB) ={a1,...,0p}, a; > a4 paracadal <i<p,ag=1
Y aptr = 0.

Existen varios métodos para calcular el grado de cumplimiento de una
sentencia cuantificada. Destacaremos el método de Zadeh para calcular el grado
de cumplimiento de sentencias de tipo I y los métodos de Zadeh y el método GD
para sentencias de tipo II.

Sentencias de tipo I

Recordemos que una sentencia de tipo I tiene la forma:

Q@ de los X son A.
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Desglosaremos el funcionamiento general del método para el caso particular
de la sentencia: “La mayoria de los alumnos son jévenes”, Q = la mayoria,
X = alumnos y A = joven.

El método de Zadeh consta de los siguientes pasos:

1. Calculamos el cardinal de los alumnos jovenes, es decir

A=Y pale)

zeX

2. Calculamos el cardinal relativo de A con respecto a X, |A| /| X| = a4 donde

| X | es el cardinal de X, es decir, el ntimero total de alumnos en este ejemplo.

3. Por dltimo, el grado de cumplimiento de la sentencia segiin Zadeh seria:
Zmayo’r'[a = QM(aA) = A

donde Qs (x) = x es el cuantificador ‘la mayorfa’.

Sentencias de tipo I1

Recordemos que una sentencia de tipo II tiene la forma:
Q@ de los D son A.

Consideramos la sentencia “La mayoria de los alumnos excelentes son jévenes”,
Q = la mayoria, D = alumnos excelentes y A = alumnos jovenes.

El método de Zadeh consta de los siguientes pasos:

1. Calculamos el cardinal de la interseccién de los alumnos jovenes con los

alumnos excelentes, es decir

|AND| =" panp(z) = Y pa(z) @ pp(z)

rzeX zeX

2. Calculamos el cardinal relativo de A N D con respecto a X, |[AND|/|X]| =
aanp donde | X| es el cardinal de X, es decir, el nimero total de alumnos

en este ejemplo.

3. Por dltimo, el grado de cumplimiento de la sentencia segiin Zadeh seria:
Zmayom’a = QM(aAﬂD) = 0AND

donde Qps(x) = x es el cuantificador ‘la mayorfa’.
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El método GD [Delgado et al., 2000] permite calcular el grado de cumplimiento

de una sentencia cuantificada de tipo II como:

= Kl grado de compatibilidad entre la medida de cardinalidad difusa relativa
ER(A/B) y Q, si Q es relativo.

= El grado de compatibilidad entre ED(A/B) y Q, si @ es absoluto.

El método GD calcula el grado de cumplimiento de una sentencia de tipo II:

“@Q de los D son A” usando la siguiente férmula

> (- )@ (KAED)O”) si Q es relativo
GDg (A/D) = { @i€A(A/D) @i

Z (i — ai+1)Q (|(AN D)y, l) si @ es absoluto
a; EA(A/D)

siendo A(A/D) = A(AND)UA(D),y A(A/D) = {a1,...,ap} con a; > ;41 para
todo i € {1,...,p}. Se presupone que D estd normalizado, si no, se normaliza y el

factor de normalizacién se aplica a AN D.
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Abstract and Conclusions

Nowadays the appearance of new devices for storing the information has
experimented a high increase. At the same time several kinds of tools have been
developed for obtaining knowledge from different sources available for the user.
The information can come from very different sources and can also be structured
in diverse ways. The huge diversity of storage formats and the large variety of
their contents give us a source of wealth for extracting distinct types of knowledge

useful for the user.

Databases are a very useful tool for storing data jointly with their associated
relations. All the information that they collect can be used for developing several
approaches for extracting useful, novel and interesting knowledge for users. These
three characteristics are very important for discerning knowledge and reject the

spurious one.

Knowledge Discovery deals with the development of tools and proceses from
selection, processing, data cleaning, any Data Mining mechanism and it also
includes the interpretation and evaluation steps. More concisely, one of the
most used tools in Data Mining is that of association rules extraction due to
their simplicity, manageable, and to their interpretability, but sometimes, it is

misunderstood giving them a causal meaning.

The main topic of this work is to develop a formal model for a better
comprehension of extraction and evaluation methods for association rules. Another
important issue is to offer an unified framework for adapting the formal model to
different approaches which use association rules. Moreover, some new proposals
and techniques for obtaining new kinds of knowledge from diverse sources of

information have been presented in the document.
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Antecedents

The starting point of this work is a model called GUHA (General Unary
Hypotheses Automaton) [Hajek et al., 1966] originated in the sixties for developing
a method which allows computers generate and evaluate interesting hypothesis
from a specific problem. GUHA wuses the notion of hypothesis which is
similar to that of association rule presented by Agrawal et al. in the nineties
[Agrawal et al., 1993]. This resemblance allows to use some foundation concepts
of GUHA for representing how the evaluation proceses of association rules works

and it also offers a new point of view for their study.

Association rules measures the existing relation between a set of objects in a
database by means of their frequency of appearance in the transactional records.
Different approaches presented in this field give measures for the validity, quality
and interestingness associated to the extracted rule, and all of them are in terms of
such frequencies. There are few efforts on establishing a set of axioms or principles
that must be fulfilled for these interestingness measures, and quite a few for giving
a formal model for any related concept about association rules. Such a model
is necessary for unifying the numerous types of associations and can be useful
for developing new methods for extracting them. Nevertheless, there are several
theories and models giving different ways to formulate new algorithms and new
association rules, but they suffer from not collecting the predecessor approaches

concerning association rules.

The two basic concepts for developing the GUHA model are called four fold
table, 4 ft-table for short, and 4 ft-quantifier. 4 ft-table collects the four elementary
frequencies involved in a general association rule A — B in a 2 X 2 matrix, and
the 4 ft-quantifier is associated to the accomplishment measure. Depending on the
properties fulfilled by the 4 ft-quantifier and on the way of applying it, we could

manage with different types of associations interesting for the user.

Besides the model and its development, we will present some transversal
approaches for obtaining new kinds of knowledge from a database. The first one
concerns a method or process for obtaining associations in bag databases. Bags
reference to a special type of transactions where the main difference lies on the
quantities associated to objects. The associated quantities not only say if an item is
in a transaction, they also count the number of appearances of it in the transaction.
This extra information offered by bags can be beneficial for obtaining associations

involving tendencies about increase or decrease of quantities associated to the item.
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The second approach concerns the negation of itemsets for extracting
association rules with a specific semantics useful for the user. This kind of rules are
infrequent, so for finding them, there are some approaches using pairs or triples
of rules. Depending on the negated item position in the rule, we can describe
knowledge of two types: exceptional or anomalous with respect to an strong rule
(frequent and confident rule). First works in this field were presented at the end
of nineties and recently by some authors [Suzuki, 1996], [Hussain et al., 2000],
[Berzal et al., 2004], and they will be the base of our approaches.

Objectives

The general aim of this dissertation is to develop a formal model for the
representation and evaluation of association rules as a tool in a data mining
process. For that, we have set some objectives and we have developed other
objectives that are affine to the main purpose of any data mining process: to

discover useful, novel and comprehensive knowledge for the user.

In accordance to this, the concrete objectives of this thesis are the following:

= Formal model development for the representation and evaluation of
association rules.
e To study existing models.

e To set a model and adapt it for several types of association rules: crisp,

fuzzy, exception and anomalous rules.
e To study the model properties and to establish an unified model.
e To link the model concepts with the type of association rule.

e To obtain a set of properties, principles or axioms that a desirable
interest measure for association rules must fulfils. To study this

properties in terms of the formal model.

= To provide new methods or approaches for obtaining knowledge from bag
databases.
e To examine the existing approaches in this ambit.

e To elaborate new extraction methods taking into account the associated

quantity of objects in each transaction.

e To analyze and study the advantages and drawbacks of the proposals.
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e To compare them with the existing approaches.

= To analyze the semantics and to find new methods for extracting association

rules involving the negation of items.

e To do a wide and rigorous study of the different approaches using the

negation of items in association rules.

e To see which approaches represent the semantics in a better way for the

user.

e To modify and/or propose new methods and strategies for improving

the existing ones.
e To use the model for their study and formalization.

e To obtain a comparative study of the different approaches behavior.

= To study a method, heuristic or algorithm based on the formal model

philosophy for obtaining different kinds of association rules.

e To analyze the algorithms presented until now for extracting association

rules.

e To propose an algorithm for the extraction of association rules following
the formal model philosophy.

e To study the algorithm complexity and its performance in several real

databases.

e To modify the approach for some of the above rules: exception,

anomalous and double rules.

Thesis Structure

This dissertation is structured as follows. First, after this introduction where
the main objectives have been exposed, it is necessary to explain in more detail
the ambient where we will work in the rest of the work as well as to define some

preliminary concepts and to fixed some notation for the whole work.

First chapter called Preliminaries Concepts, shows a wide study of several
models for representing association rules and a first approximation to the
chosen one for developing it in the rest of the dissertation. This chapter

also contains some tools such us fuzzy rules, dependence rules and gradual
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dependencies (Sections 1.1.2 and 1.1.3) and the restriction level representation

theory (Section 1.3) that we will use in some parts of the work.

Second chapter includes all theoretic results developed for covering the
proposed objectives and this gives the chapter’s name. We can distinguish four
different sections. In Section 2.1 we study several criteria for measuring the
rule’s interestingness. Then, we propose and justify to add two new principles
to the set of principles set by Piatetsky-Shapiro in [Piatetsky-Shapiro, 1991]. We
also analyze the narrow relation between the principles and the type of 4ft-
quantifier in the formal model. We finish the section defining new quantifiers, in
particular a new 4 ft-quantifier provided by the certainty factor measure presented

in [Berzal et al., 2002], proving that it satisfies every principle proposed.

In Section 2.2 we follow extending the formal model for fuzzy rules. For that, we
use the Restriction Level Representation Theory [Sdnchez et al., 2009] presented
in Chapter 1. Thanks to the generalization, we offer a method to extend crisp

interest measures to the fuzzy case in a natural way.

In Section 2.3 we show several methods for extracting knowledge in bag
databases. First we define the concepts of bag and fuzzy bag. We continue
analyzing previous approaches and then we present ours. Our proposed methods
use the Fuzzy Set Theory (see Appendix A) and two important tools: fuzzy
rules and gradual dependencies [Sdnchez et al., 2008d]. By means of gradual
dependencies we achieve a very useful type of knowledge that offers a relation

between the variation of object quantities stored in a bag database.

In Section 2.4 we study new methods of knowledge discovery using association
rules. In particular, we center our attention to those which involve the items
negation and contain a specific information useful for users: exception and
anomalous rules. We deeply analyze previous approaches and we propose some
modifications and new ways for extracting the same type of knowledge. We also
formalize the ideas using the formal model and we compare our approaches with
the existing ones. We finish proposing a new type of rule called double that jointly
with exception and anomalous rules we provide a more complete description of

existing relation between two sets of items.

Last chapter shows a brief resume about main rule extraction algo-
rithms stopping in one approach which uses a binary representation of items
[Louie and Lin, 2000b] that will be useful to develop a method for extracting as-
sociation rules using the GUHA model. In particular, we use this approach for

extracting exception, anomalous and double rules, comparing our results with



246 Abstract and Conclusions

previous approaches seen in Section 2.4.

The dissertation finishes with the conclusions about the presented work and

some proposals for future lines in our research.

Conclusions

In the following we resume the achieved objectives described at the beginning

of the dissertation and the conclusions about the obtained results.

The main scope proposed was to develop a formal model for the
representation and evaluation of association rules that was extendable to
every type of association between two sets of items or objects and which gives a
unified framework to study the properties associated to the rules and the evaluation

measures involved in their extraction process.

This objective has been achieved developing an existing model called GUHA
[Hajek et al., 1966] which provides a logic and statistic base to analyze more
deeply some tools used in the association rule mining process. In addition, we
have extended the model to several types of rules as can be seen in Chapter 2
in Sections 2.1, 2.2 and 2.4, where we expand the model to obtain very strong
rules [Delgado et al., 2010b], fuzzy rules [Delgado et al., 2009], exception rules
[Delgado et al., 2008a], [Delgado et al., 2010a], etcetera, defining in these cases
new quantifiers that adjust to the type of extracted knowledge.

When doing these extensions, we have obtained new tools and processes which

can be useful in several situations:

= We have proposed a set of desirable axioms or principles that every interest
measure must fulfil [Delgado et al., 2010b].

= We have fixed a link between the type of quantifier in the model and these
desirable set of principles for a “good” interest measure, proposing a formal
method for proving when a measure fulfils those properties by means its
interpretation as a quantifier in the formal model (Sections 2.1.4 and 2.1.7).

= As a result of the previous link, we proved that certainty factor
[Berzal et al., 2002] fulfils the set of proposed principles [Delgado et al., 2010b]
using as a tool its representation as a 4 ft-quantifier in the formal model in
Section 2.1.4.
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= In Section 2.2 we proposed a natural extension of the model for the case of
fuzzy rules using the Restriction Level Representation Theory presented in
[Sdnchez et al., 2009], proving that if it is restricted to crisp rules we obtain
the original model [Delgado et al., 2009].

= As a consequence, we have developed a method for extending every crisp

interest measure to the fuzzy case preserving its properties.

= In Section 2.4 we present the model adaptation for extracting three special
types of association rules: exception, anomalous and double rules. In the
first two types, the approaches involved three distinct items using the items
negation, obtaining rules that does not correspond to the usual scheme
antecedent — consequent. They correspond to one of these schemas:
antecedent A exception — — consequent in the case of exception rules
[Delgado et al., 2008a] or to antecedent A — consequent — anomaly for

anomalous rules.

= The model extension to these kind of rules has helped to improve the

algorithm implementation seen in Chapter 3.

Our second scope was to obtain new methods for extracting knowledge
from bag databases. This objective is completely developed in Section 2.3 where
using the Fuzzy Sets Theory and new kinds of associations such us crisp and
fuzzy gradual dependencies, we proposed several approaches for obtaining useful,
comprehensive and non trivial knowledge involving the associated quantities and

their variation. More precisely we have achieved the following objectives:
= We examined the proposed methods for bag databases.

= We present four distinct ways for extracting different types of knowledge,
studying their properties and associated semantics. We also distinguish

different situations where each approach is more convenient than others.

= We compare our approaches with the existing ones, applying our approach
on a toy bag database.

Our third scope is also in the previous research line: obtaining new methods
for extracting useful and novel knowledge but in this case, involving items
negation. This objective is widely developed in Sections 2.4 and 3.2. The former
tackle the problem from a theoretic point of view using the model, and the latter
by an algorithm implementation for extracting knowledge from real databases. In

particular, we can specify the following contributions:
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= We studied different approaches using the items negation, concluding that

exception and anomalous rules are a good starting point for obtaining useful
knowledge for the user.

We analyzed semantics and formulation of existing approaches.

We proposed some changes in previous approaches and we proposed some
improvements. For exception rules, we showed that the reference rule can be
very restrictive. We suggested to drop this rule and instead, to use a stronger
interest measure: the certainty factor. For anomalous rules, the authors had
the opposite problem: too many rules. For this, we suggested to change the
reference rule for a stronger one and to use the certainty factor instead of

confidence.

In addition, we present a new kind of association called double rule which is
useful for describing more completely the existing relation between two sets

of items using them in conjunction with exception and anomalous rules.

We extended the model for obtaining this type of rules and we use it for the

posterior algorithmic implementation.

Last scope of this dissertation, as usual in data mining research, was to

develop an algorithm or process based on the model philosophy for

obtaining association rules described in the formal model. This topic is

contained in Chapter 3 where we apply the presented algorithm for obtaining

exception, anomalous and double rules. The process followed was the following:

= We first analyzed some approaches for obtaining association rules, choosing

an item representation by sets of bits. This representation fits very well to the
model when we do logic computations such us conjunction, disjunction and
negation. Cardinality is also easy to compute. Negation is computationally
more expensive than rest of computations but we can use the 4 ft-table for

obtaining the necessary frequencies.

Using the representation by sets of bits, bitsets for short, we propose an
extraction algorithm adaptable for every kind of 4 ft-quantifier. We also do
some experiments for the particular cases of mining exception, anomalous

and double rules.

We study the theoretic and real time complexity of proposed algorithm and

their memory requirements, obtaining that for exception and anomalous rules
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the execution time depends directly on the number of common sense rules

and the number of items.

= We performed a battery of experiments with real databases comparing results
with previous approaches and obtaining very promising results depending,

of course, on parameters minsop and minconf/minCF election.

In general, the presented work develops some fundamental aspects of data
mining, in particular, in association rule mining, some of them very few times
under consideration: representation, formalization, development of new methods

combining several tools and experimentation in real databases.

Future Works

The main direction for future works is following the research on new types of
associations for expanding the user’s knowledge. In this line we have done some
small steps with the contributions made in Sections 2.3 and 2.4 where we obtained a
specific piece of information using simple association rules [Delgado et al., 2008¢],
[Delgado et al., 2008b], [Delgado et al., 2008a], [Delgado et al., 2010a]. For that
we used several tools that might be interesting for future works: crisp and fuzzy
gradual dependencies adapted to a particular type of database, and the conjunct
extraction of a set of rules, in our work, pairs and triples of rules defined for offering

a semantic interpretation with interesting semantics for the user.

The same ideas can be suitable for obtaining more complex knowledge from
databases. It is also interesting the use of the item negation for obtaining new
information or for confirming the validity of obtained one as the role of the
reference rule when mining exception or anomalous rules that dropped spurious

rules.

With respect to the formal model, it could be adapted to new types of
associations, offering an unified framework for studying their properties and for
developing new extraction methods. In this line it is the work described in
Section 2.2 for representing fuzzy rules where the model serves as a tool for defining
new validity measures for fuzzy rules [Delgado et al., 2009]. This research line can

be a fruitful one too.
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