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dentro del Programa de Doctorado en Matemáticas y Estadı́stica.
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Resumen

Gracias al gran número de investigaciones realizadas en los últimos
años en muestreo en poblaciones finitas, podemos encontrar diferentes
métodos de estimación que hacen uso de la información auxiliar pa-
ra ganar precisión y eficacia en dichas estimaciones. Las encuestas no
sólo recogen información relacionada con la variables objeto de estu-
dio, sino que proporcionan gran información auxiliar (valores, totales,
promedios, etc.) procedente de censos, proyecciones censales u otros
estudios, que puede ser incluida en el proceso de estimación. Una de
las metodologı́as que más auge ha experimentado en los últimos años,
debido en gran medida al papel que las agencias de estadı́stica, organis-
mos oficiales y no oficiales le otorgan, ha sido la calibración (Deville
y Särndal, 1992)[10] que proporciona una manera sistemática de in-
corporar la información auxiliar al proceso de estimación mejorando
la eficiencia de los resultados.

Muchas encuestas, generalmente asumen que una muestra de unidades
se observa por la selección en dos etapas a partir de una población fi-
nita, que se agrupan en grupos. Este diseño incluye muestras de dos
poblaciones diferentes: la población de unidades primarias (familias,
centros, hospitales, etc.) y la población de unidades secundarias (indi-
viduos). Los estimadores de calibración se pueden definir mediante el
uso de la información combinada basada en los totales de las unidades
primarias y secundarias.

El objetivo principal de este trabajo es aportar nuevos recursos me-
todológicos para la mejora de la eficiencia de las estimaciones, redu-
ciendo la variabilidad de éstas, a partir de la combinación de estima-
dores que calibran a distintos niveles. Para tal propósito, partiremos de



la elección de las variables auxiliares pertinentemente elegidas según
métodos que reducen los errores de estimación. Esta investigación se
inscribe en un proyecto de investigación más general, actualmente en
desarrollo en el Grupo de Investigación Diseño y Análisis Estadı́stico
de Encuestas por Muestreo, en el cual se están abordando diferentes
aplicaciones referentes al uso de la información auxiliar en el trata-
miento de encuestas.

Los objetivos especı́ficos de este trabajo son:

(1) la construcción de estimadores, adaptables a la información auxi-
liar a dos niveles (unidades muestrales primarias y secundarias),
que sean más precisos que los estimadores simples para todas las
variables de interés;

(2) la selección de métodos de elección de las variables auxiliares ópti-
mas, que reduzcan el sesgo de no respuesta, del conjunto de po-
sibles;

(3) la aplicación de los distintos métodos a datos reales con el fin de
comprobar la eficiencias de tales técnicas (estudios de simula-
ción).

En el primer capı́tulo se realiza una introducción al problema de inves-
tigación y a la notación que se va a utilizar en este trabajo. En térmi-
nos generales, en este capı́tulo se realiza la descripción del estimador
de Horvitz-Thompson (1952)[22], se especifica el uso de la informa-
ción auxiliar mostrando algunos ejemplos de estimadores basados en
su uso, y se describe la metodologı́a de calibración, mostrando sus ca-
racterı́sticas principales, las distancias más utilizadas, ejemplos teóri-
cos y prácticos y algunas extensiones de la calibración.

En el segundo capı́tulo se revisa algunas perspectivas del uso de la ca-
libración en presencia de información compuesta, tales como informa-
ción proveniente de diseños de muestreo en dos fases o en dos etapas.
Se describen dos casos particulares que combinan la información dis-
ponible en ambas etapas: la integración de pesos (Estevao y Särndal,



2006)[16]) y el método de Lemaı̂tre y Dufour (1987)[32]. Para finali-
zar este capı́tulo, se describe el estimador propuesto en este trabajo y
se realiza un estudio de simulación, con datos reales provenientes del
estudio PISA 2006 y de la encuesta de presupuestos familiares, que
evalúa el comportamiento empı́rico del estimador propuesto para dos
tipos distintos de muestreos (muestreo aleatorio simple y de Midzuno).
Los resultados se compararán con el estimador descrito por Estevao y
Särndal (2006)[16].

En el tercer capı́tulo se describe el uso de la calibración para el ajuste
del sesgo de no respuesta y se definen cuatro indicadores que nos per-
mitirán elegir que variables auxiliares son más eficaces para construir
el vector auxiliar. El capı́tulo finaliza con un estudio de simulación con
datos reales (PISA 2006) en el que implementamos, y mostramos, co-
mo la elección apropiada del vector auxiliar permite reducir el sesgo
de no repuesta.

Este trabajo finaliza con un apéndice donde se describen todas las po-
blaciones y programas implementados para los estudios de simulación,
junto con las tablas no incluidas en el Capı́tulo 3.
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Índice de figuras 169
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“...la calibración proporciona un
enfoque sencillo y práctico para la
incorporación de la información au-
xiliar en la estimación.”

Rueda, Martı́nez, Martı́nez y Arcos CAPÍTULO

1
Información auxiliar en
encuestas por muestreo

En muestreo en poblaciones finitas podemos encontrar diferentes métodos de
estimación que hacen uso de la información auxiliar para mejorar dichas estimacio-
nes. Una de las metodologı́as que más auge han experimentado en los últimos años
ha sido la calibración (Deville y Särndal, 1992)[10] que se apoya en la información
auxiliar para mejorar la eficiencia de los resultados en comparación con otros es-
timadores basados únicamente en las variables de interés. En este primer capı́tulo
se realiza una introducción al problema de investigación y a la notación que se va
a utilizar en este trabajo. Partiremos de la descripción del estimador de Horvitz-
Thompson, estimador que no utiliza información auxiliar, para seguidamente cen-
trarnos en la información auxiliar mostrando algunos ejemplos de estimadores ba-
sados en su uso. Posteriormente se describe la metodologı́a de calibración, indican-
do sus caracterı́sticas principales, las distancias más utilizadas, ejemplos teóricos y
prácticos y algunas extensiones de la calibración.



1. INFORMACIÓN AUXILIAR EN ENCUESTAS POR MUESTREO

1.1 Notación
Para facilitar la lectura de este trabajo, primero vamos a introducir algo de termi-
nologı́a básica y notación, que ayudará en la lectura de las páginas siguientes. Sea
U una población finita que contiene N elementos U = {u1, . . . , uk, . . . , un}. Para
simplificar, el elemento k-ésimo de la población estará representado por su etiqueta
k. Por tanto, denotamos la población finita como

U = {1, . . . , k, . . . , N}.

Sea y una variable de interés en la población e yk su valor en el elemento k-
ésimo de la población. Queremos hacer inferencia sobre cantidades desconocidas
de esta variable, llamadas parámetros, tales como el total de la población

Y =
N∑
k=1

yk,

o la media de la población

Ȳ =
Y

N
=

1

N

N∑
k=1

yk.

Para el caso de una proporción, si A es una variable indicadora de la carac-
terı́stica en estudio y ak toma los valores 0, 1, tendremos:

P =
1

N

N∑
k=1

ak.

Para estimar estos parámetros, los valores yk se observan sólo para un subcon-
junto de la población U, una muestra s, de tamaño n < N , seleccionada de la
población con un procedimiento de muestreo.

Sea S es el conjunto de todas las muestras que se pueden obtener a partir de U

con un procedimiento de muestreo y sea p(s) la probabilidad de que la muestra s
sea seleccionada.

La probabilidad p( ) verifica

p(s) ≥ 0 ∀s ∈ S, y
∑
s∈S

p(s) = 1,

2



1.1 Notación

y por tanto, esta función define una distribución de probabilidad sobre S llama-
da plan de muestreo o diseño muestral. Obviamente, puede haber varias maneras
(esquemas de selección) para extraer una muestra con un diseño dado.

Una vez que el plan de muestreo se ha fijado, la probabilidad que tiene una
determinada unidad k de ser incluida en la muestra depende de la aleatoriedad en
la selección de s de S. Sea δk la variable aleatoria definida como

δk(s) =

{
1 si k ∈ s
0 en otro caso , (1.1)

entonces la probabilidad πk de que el elemento k sea incluido en la muestra s puede
ser calculada como la probabilidad de que el indicador de pertenencia a la muestra
δk tome el valor 1, es decir,

πk = P (k ∈ s) = P (δk = 1) =
∑
k∈s

p(s), (1.2)

donde k ∈ s indica que la suma se toma sobre todas las muestras que contienen a
la unidad k. A πk se le llama probabilidad de inclusión de primer orden.

Del mismo modo, la probabilidad de que dos elementos k y l sean incluidos en
la muestra s, se denota por πkl y se define como

πkl = P (k, l ∈ s) = P (δkδl = 1) =
∑
k,l∈s

p(s). (1.3)

A πkl se llama probabilidad de inclusión de segundo orden. Ası́ πkl = πlk, para
cada k, l ∈ U y πkk = πk para cada k ∈ U. Por tanto, cada diseño p(s) induce unas
probabilidades de inclusión de primer orden, πk, y de segundo orden, πkl.

Se define la esperanza de un estimador θ̂(s) de un parámetro θ como

E[θ̂(s)] =
∑
s∈S

p(s)θ̂(s),

y la varianza como

V [θ̂(s)] = E{[θ̂(s)− E(θ̂(s))]2} =
∑
s∈S

p(s)[θ̂(s)− E(θ̂(s))]2.

Notaremos en general θ al parámetro de interés, θ̂ al estimador de θ y Θ al
espacio paramétrico. Un estimador se llama insesgado si

3



1. INFORMACIÓN AUXILIAR EN ENCUESTAS POR MUESTREO

E(θ̂) =
∑
s∈S

θ̂(s)p(s) = θ, ∀θ ∈ Θ.

En otro caso se llama sesgado y se mide el sesgo con

Sesgo(θ̂) = E(θ̂)− θ.

El error cuadrático medio mide la dispersión de un estimador respecto al valor

del parámetro y se define como

ECM(θ̂) = E(θ̂ − θ)2 =
∑
s∈S

p(s)[θ̂(s)− θ]2, (1.4)

aunque también se puede expresar como

ECM(θ̂) = V (θ̂) + Sesgo2(θ̂), (1.5)

y por tanto, si un estimador es insesgado su error cuadrático medio coincide con su

varianza.

Para comparar distintos estimadores se suele usar el sesgo relativo (SR) y la

eficiencia relativa (relativa a cierto estimador θ0) (ER), que para un estimador θ̂

están definidos como

SR = E(θ̂ − θ)/θ, (1.6)

y

ER = ECM(θ̂0)/ECM(θ̂). (1.7)

1.2 El estimador de Horvitz-Thompson
Introducimos el estimador de Horvitz-Thompson (1952)[22] del total y de la media.

Dado un diseño muestral, el estimador de Horvitz-Thompson del total de y es

Ŷht =
∑
k∈s

yk
πk
. (1.8)

4



1.3 El uso de información auxiliar

Si llamamos dk = π−1
k a los pesos del diseño de cada unidad k de la muestra,

se tiene

Ŷht =
∑
k∈s

dkyk. (1.9)

El estimador es insesgado ya que E(δk) = πk y su varianza es:

V (Ŷht) =
N∑
k=1

1− πk
πk

y2
k +

N∑
k=1

N∑
k 6=l

(
πkl
πkπl

− 1)ykyl. (1.10)

Cuando las probabilidades de inclusión de primer y segundo orden son todas

conocidas y positivas para todas las unidades de la población, la varianza se puede

estimar de forma insesgada con

V̂ (Ŷht) =
∑
k∈s

1− πk
π2
k

y2
k +

∑
k∈s

∑
l∈s
l 6=k

(
πkl
πkπl

− 1)
ykyl
πkl

. (1.11)

La estimación de la media es ̂̄Y ht = Ŷht
N

= 1
N

∑
k∈s

yk
πk

, su varianza y la estima-

ción de su varianza se pueden deducir teniendo en cuenta que V ( ̂̄Y ht) = V (Ŷht)
2

N2 y

V̂ ( ̂̄Y ht) = V̂ (Ŷht)
2

N2 .

Por ejemplo, en muestreo aleatorio simple sin reemplazamiento, en el que πk =
N
n
, ∀k, el estimador de Horvitz-Thompson es Ŷ = N

n

∑
k∈s yk = Nȳ, donde ȳ =

1
n

∑
k∈s yk es la media muestral de y. La varianza y su estimación son V (Ŷ ) =

N2 1−f
n
S2
y y V̂ (Ŷ ) = N2 1−f

n
s2
y, donde f = n

N
es la fracción de muestreo, S2

y =
1

N−1

∑N
k=1(yk − Ȳ )2 es la varianza poblacional de y y s2

y = 1
n−1

∑
k∈s(yk − ȳ)2 es

la varianza muestral.

1.3 El uso de información auxiliar
Cuando está disponible algún tipo de información auxiliar en la población, y de

alguna manera está relacionada con la variable de estudio y, se puede utilizar pa-

ra mejorar la precisión de las estimaciones. Generalmente, la información auxiliar

adopta formas diferentes y, según su naturaleza, puede ser empleada en diferen-

tes etapas de la encuesta. La calibración en gran medida generaliza el uso de esta

5



1. INFORMACIÓN AUXILIAR EN ENCUESTAS POR MUESTREO

información auxiliar. Algunos ejemplos del uso de la información auxiliar son los

siguientes.

Muestreo con probabilidades proporcionales al tamaño

Si los valores de una variable auxiliar x son conocidos para todas las unidades en

la población, es decir, xk es conocido para k = 1, . . . , N y son aproximadamente

proporcionales a los valores de la variable y, entonces esta información puede ser

utilizada en la fase de diseño mediante la selección de los elementos con probabili-

dades desiguales y sin reposición. Las probabilidades de inclusión de primer orden

son πk = npk, con pk =
xk∑N
k=1 xk

.

Muestreo estratificado

Es otra forma de utilizar la información auxiliar en la etapa del diseño. Existe

una partición de la población en H estratos disjuntos, cada uno de tamaño Nh:

U1, . . . ,Uh, . . . ,UH , con
⋃H
h=1 Uh = U.

La partición se realiza de acuerdo a los valores tomados por un conjunto de

variables auxiliares sobre todas las unidades de la población con el fin de obtener

subpoblaciones homogéneas. Posteriormente se extrae una muestra independiente

sh de tamaño nh de cada estrato. El total de la población en cada estrato se estima

con el estimador de Horvitz-Thompson, ası́ como su varianza y su estimación en

cada estrato h: Ŷh =
∑
k∈sh

Yhk
πhk

, h = 1, . . . , H.

Como Y =
∑H

h=1 Yh, entonces Ŷstr =
∑H

h=1 Ŷh y aplicando la propiedad de

independencia se obtiene V (Ŷstr) =
∑H

h=1 V (Ŷh) y V̂ (Ŷstr) =
∑H

h=1 V̂ (Ŷh).

Estimador de razón

A veces la información auxiliar no es completa, o sólo se tiene acceso a la muestra

observada, y sin embargo el total la población de x, X , es conocido. Es decir, los

valores xk se observan sólo en las unidades de la muestra.

En este caso, la información auxiliar no se puede emplear durante la fase de

diseño, pero sı́ en la etapa de estimación.

6



1.3 El uso de información auxiliar

Un ejemplo es el estimador de razón, Ŷra = Ŷht
X

X̂ht
, que es el estimador de

Horvitz-Thompson de Y ajustado por el factor X

X̂ht
, siendo X̂ht el estimador de

Horvitz-Thompson de x. El estimador de razón es asintóticamente insesgado de Y ,
por lo que necesita muestras grandes para dar buenos resultados.

Postestratificación

Este estimador está definido cuando la pertenencia de cada unidad a un estrato se
tiene después que la muestra es observada y sin embargo el tamaño total del estrato,
Nh para h = 1, . . . , H , es conocido.

La información auxiliar toma la forma de sumas de las variables xh, para h =

1, . . . , H , donde xk toma el valor uno si la unidad k ∈ Uh y cero en caso contrario.
El estimador del total es Ŷps =

∑H
h=1 Ŷh

Nh
N̂h

, donde N̂h es el estimador del tamaño
del estrato h, y es un estimador de razón para cada post-estrato.

Estimador de diferencia

De un modo más general, la información auxiliar tiene la forma de un vector de di-
mensión P , x = (x1, . . . , xP ), para el que son conocidos los totales de las variables
auxiliares x, X =

∑N
k=1 xk. El estimador de diferencia se define como

Ŷd = Ŷht + (X− X̂ht)λ, (1.12)

donde λ es un vector de constantes. Es decir, se ajusta el estimador de Horvitz-
Thompson, Ŷht, con la diferencia entre el valor real X y su estimación. Este es-
timador es insesgado y da buenos resultados cuando se elige adecuadamente el
vector de constantes y hay una relación aproximadamente lineal entre y y x.

Estimador de regresión generalizado

Suponiendo que el total de la población X es conocido, un estimador que utiliza
esta información es el de regresión generalizada (estimador GREG). Este estima-
dor se explica y se ilustra con varios ejemplos en Särndal, Swensson y Wretman
(1992)[56], Capı́tulos 6 y 7. Se define como

Ŷgreg = Ŷht + (X− X̂ht)B̂, (1.13)

7



1. INFORMACIÓN AUXILIAR EN ENCUESTAS POR MUESTREO

donde

B̂ = (
∑
s

dkckxkx
′
k)
−1(
∑
s

dkckxkyk), (1.14)

es el vector de coeficientes de regresión obtenidos ajustando los datos en la muestra

{(yk,xk), k ∈ s} y donde los factores ck se especifican previamente (la elección

más simple es ck = 1,∀k).

Aunque el estimador no es insesgado, lo es asintóticamente. Por cada especifi-

cación que se puede dar del vector auxiliar xk y del factor ck se tiene un estimador

diferente, que queda completamente definido después de hacer efectivo el mues-

treo.

Lo usual es expresarlo como una combinación lineal de los valores observados

de la variable de interés:

Ŷgreg =
∑
s

dkgkyk, (1.15)

donde

gk = 1 + ck(
∑
U

xk −
∑
s

dkxk)
′(
∑
s

dkckxkx
′
k)
−1xk (1.16)

son valores entorno a la unidad, aunque pueden aparecer valores grandes y negati-

vos.

El estimador de Horvitz-Thompson puede verse como un caso particular del de

regresión generalizada cuando xk = ck = 1,∀k y el diseño verifique
∑

s dk = N .

Una propiedad importante es que es consistente con la información auxiliar, en

el sentido que reproduce el total conocido de antemano, es decir:

X̂greg =
∑
s

dkgkxk = X. (1.17)

La varianza del estimador Ŷgreg definido en (1.15), se puede aproximar a partir

de los residuos Ek = yk − x′kB, donde

B = (
∑
U

ckxkx
′
k)
−1(
∑
U

ckxkyk) (1.18)

8



1.3 El uso de información auxiliar

La varianza del estimador viene dada por:

V (Ŷgreg) =
∑
U

∑
U

(
dkdl
dkl
− 1

)
EkEl, (1.19)

y la estimación de la varianza del estimador se aproxima por:

V̂ (Ŷgreg) =
∑
s

∑
s

(dkdl − dkl) (gkek)(glel); (1.20)

donde ek = yk − x′kB̂, con B̂ definido en (1.14).

Ejemplos del estimador de regresión generalizado

Ejemplo 1. Una clasificación

Para cierta población de individuos se supone conocidos el número de hombres,N1,
y mujeres,N2. En este caso, el vector xk sólo puede tomar dos valores: xk = (1, 0)′

para los hombres y xk = (0, 1)′ para las mujeres y por tanto, el total poblacional
de xk, (N1, N2)′, es conocido.

Sea s1 el subconjunto de la muestra s formado por hombres y s2 el formado
por mujeres. Tenemos una variante de los g-pesos, definidos en (1.16), donde gk =
N1∑
s1
dk

cuando el elemento k es un hombre y gk = N2∑
s2
dk

si es una mujer. Como
dkgk satisface la propiedad (1.17), entonces el estimador GREG viene dado por
Ŷgreg = N1

∑
s1
dkyk∑

s1
dk

+ N2

∑
s2
dkyk∑

s2
dk

. El estimador GREG resultante se denomina
estimador post-estratificado (con dos post-estratos).

Ejemplo 2. Una clasificación doble

Sea una población de individuos distribuidos en función del sexo y de la región de
procedencia como se indica en la Tabla 1.1. En este ejemplo la información auxiliar
está compuesta por los seis totales N11, . . . , N23 y por tanto, el vector xk incluye
información para las seis componentes, tomando el valor 1 si cumple la condición
de pertenencia y cero en el resto de casos. Por ejemplo, para cada elemento de
la población que cumple la condición ser hombre y vivir en la segunda región, el
vector auxiliar tomará el valor xk = (0, 1, 0, 0, 0, 0)′ y el vector de totales de la
población viene dado por (N11, . . . , N23)′. Con este tipo de información auxiliar, el

9



1. INFORMACIÓN AUXILIAR EN ENCUESTAS POR MUESTREO

Tabla 1.1: Distribución de la población por sexo y región

Región Total
Sexo 1 2 3

Hombre 1 N11 N12 N13 N1·

Mujer 2 N21 N22 N23 N2·

Total N·1 N·2 N·3 N

estimador Ŷgreg es un estimador post-estratificado, aunque ahora con seis términos,

que corresponden a seis post-estratos.

Hay situaciones en las que la clasificación cruzada de las variables es poco

práctica o inconveniente. Por ejemplo, cuando algunos totales de las celdas son pe-

queños, éstos pueden provocar un estimador inestable. Una alternativa es utilizar

sólo la información definida por los recuentos marginales. En nuestro ejemplo, el

vector auxiliar tendrá cinco dimensiones, las dos primeras posiciones indicaran el

sexo y las tres finales la región. Por tanto el individuo de nuestro ejemplo será re-

presentado en el vector auxiliar con el valor xk = ( 1, 0︸︷︷︸
sexo

, 0, 1, 0︸ ︷︷ ︸
región

)′ y el vector de

totales de la población vendrá dado por (N1·, N2·, N·1, N·2, N·3)′.

Ejemplo 3. Estimación en dominios

Supongamos que para cierta población queremos estimar de forma separada hom-

bres y mujeres, por lo que hemos de definir dos dominios de la población. Partiendo

de un muestreo aleatorio simple, en el que conocemos el número de hombres y mu-

jeres en la población, se decide utilizar el estimador GREG para estimar el total del

dominio Yd, d = 1, 2. El vector auxiliar es xk = (1, 0)′ si el elemento k es hombre

y xk = (0, 1)′ si el elemento k es mujer, tomando ck = 1 para todo k, y la varianza

es

V (Ŷdgreg) = N2

(
(1− n)/N

n

1

N − 1

)∑
U

E2
dk,

donde los residuos Edk son

10



1.3 El uso de información auxiliar

Tabla 1.2: Vectores auxiliares y totales poblacionales

Caso Vector auxiliar xk Total en la población
∑

U xk

i xk
∑

U xk

ii (1, xk)
′ (N,

∑
U xk)

′

iii (0, xk, 0, 0, 0, 0)
′ (

∑
U11

xk, . . . ,
∑

U23
xk)
′

iv (0, 1, 0, 0, 0, 0︸ ︷︷ ︸
recuento

, 0, xk, 0, 0, 0, 0︸ ︷︷ ︸
x-variable

)′ (N11, . . . , N23,
∑

U11
xk, . . . ,

∑
U23

xk)
′

v ( 1, 0︸︷︷︸
sexo

, 0, xk, 0︸ ︷︷ ︸
región

)′ (N1·, N2·,
∑

U·1
xk,
∑

U·2
xk,
∑

U·3
xk)
′

Edk =

{
yk − Yd

Nd
para k ∈ Ud

0 para k ∈ U− Ud

Notar que el vector auxiliar coincide exactamente con el indicador del dominio.

Ejemplo 4. Combinación de una clasificación en una dirección con una variable
cuantitativa

Supongamos un conjunto de datos en los que se especifica el sexo y la región de

pertenencia, Tabla 1.1, ası́ como el valor xk de una variable auxiliar cuantitativa,

por ejemplo ingresos. Unos ejemplos de vectores auxiliares que pueden utilizarse

se muestran en la Tabla 1.2.

Algunos estimadores conocidos surgen de estos cinco casos. Consideremos dos

de ellos para un diseño muestral realizado a partir de un muestreo aleatorio simple.

Cuando xk = xk y ck = 1/xk, el estimador de razón se obtiene de la formulación

del estimador GREG definida en (1.15), es decir

Ŷgreg =
∑
U

xk
ys
xs

;

donde ys =
1

n

∑
s

yk y xs =
1

n

∑
s

xk.

Cuando xk = (1, xk)
′ y ck = 1 para todo k, se obtiene el estimador de regresión,

es decir,

11



1. INFORMACIÓN AUXILIAR EN ENCUESTAS POR MUESTREO

Ŷgreg = N{ys + (X − xs)B̂};

donde X =

∑
U xk
N

y B̂ =
Covxys
S2
xs

, con Covxys =
1

n− 1

∑
s

(xk − xs)(yk − ys) y

S2
xs = 1

n−1

∑
s(xk − xs)2.

1.4 Calibración
En este apartado nos centraremos en el método de calibración, una herramienta

muy conocida y ampliamente empleada para el uso de la información auxiliar en la

etapa de estimación.

1.4.1 Introducción a la estimación por calibración

Sea y la variable de interés en la estimación de la encuesta. Sin información au-

xiliar ninguna, el total de y, Y , se estima de forma insesgada con el estimador de

Horvitz–Thompson (1.8) mediante Ŷht =
∑

k∈s dkyk. Sea x un vector auxiliar aso-

ciado a y, del cual suponemos conocido el total en la población X =
∑N

k=1 xk.

La estimación de calibración de Y consiste en la obtención de un nuevo vector de

pesos wk, para k ∈ s que modifica lo menos posible los pesos de muestreo ori-

ginales, dk, que tienen la deseable propiedad de producir estimaciones insesgadas,

respetando al mismo tiempo las ecuaciones de calibración:

∑
k∈s

wkxk = X. (1.21)

Dada una distancia G(wk, dk), el proceso de calibración consiste en encontrar

la solución del problema de minimización

mı́n
wk

E{
∑
k∈s

G(wk, dk)} (1.22)

respetando al mismo tiempo la ecuación de calibración (1.21).

Dado que la ecuación depende de la distancia escogida G(wk, dK), cada dis-

tancia diferente conduce a un sistema de ponderación especı́fico y por tanto, a un

12



1.4 Calibración

nuevo estimador. Para cada elemento k de cada muestra s, G(wk, dk) deberá cum-
plir las siguientes caracterı́sticas básicas de una distancia:

i) para cada dk > 0 fijado, G(wk, dk) es no negativa, diferenciable respecto de
wk, estrictamente convexa, definida en un intervalo que contenga a dk y tal
que G(dk, dk) = 0;

ii) g(wk, dk) =
∂G(wk, dk)

∂wk
es una función continua en el intervalo definida con

g(wk, dk), estrictamente creciente en wk y g(dk, dk) = 0.

Llamando λ al vector de multiplicadores de Lagrange, el problema de minimi-
zación se resuelve con

g(wk, dk)− xkλ = 0 ∀k ∈ s. (1.23)

Si la solución existe, i) e ii) garantizan que es única y se puede escribir como

wk = dkFk(qkxkλ), (1.24)

donde dkFk( ) es la función recı́proca de g(·, dk), que es creciente; Fk(·) verifica
Fk(0) = 1 y F ′k(0) = qk > 0, donde 1/qk son pesos positivos no relacionados con
los pesos del diseño dk. Habitualmente 1/qk = 1 y los pesos de calibración son

wk = dkFk(xkλ), (1.25)

aunque también pueden usarse pesos diferentes.
Las ecuaciones necesarias para determinar λ, obtenidas subtituyendo wk en la

ecuación de calibración, son:

X =
∑
k∈s

wkxk =
∑
k∈s

dkFk(x
′
kλ)xk. (1.26)

y el estimador de calibración resultante es:

Ŷcal =
∑
k∈s

wkyk =
∑
k∈s

dkFk(x
′
kλ)yk. (1.27)

Si existe una fuerte relación lineal entre la variable y y la información auxiliar
x, el estimador de calibración proporciona estimaciones precisas del total Y . El

13



1. INFORMACIÓN AUXILIAR EN ENCUESTAS POR MUESTREO

estimador de calibración puede ser escrito solamente si la solución de la ecuación

existe.

Deville y Särndall (1992)[10] consideran diferentes distancias G(wk, dk), que

en algunos casos tienen siempre solución. Las distancias examinadas, Tabla 1.3, se

pueden resumir según los diferentes valores de α (Tillé, 2005[68]), siendo:

Gα(wk, dk) =



wαk
dα−1
k

+ (α− 1)dk − αwk
α(α− 1)

α ∈ R\{0, 1}

wk log(
wk
dk

) + dk − wk α = 1

dk log(
dk
wk

) + wk − dk α = 0

Tabla 1.3: Distancias usuales utilizadas en calibración

Caso α Gαk (wk, dk) gα(wk, dk) Fαk (u) Tipo

1 2
(wk − dk)2

2dk

wk
dk
− 1 1 + qku Chi-cuadrado

2 1 wk log
(
wk

dk

)
− wk + dk log

(
wk

dk

)
exp(qku) Entropı́a

3 1/2
(√
wk −

√
dk
)2

2
(
1−

√
wk

dk

) (
1− qku

2

)−2
Distancia de Hellinger

4 0 dk log
(
wk

dk

)
− wk + dk 1−

(
wk
dk

)−1
(1− qku)−1 Entropı́a Inversa

5 -1
(wk − dk)2

2wk

1−
(
wk

dk

)−2
2

(1− 2qku)
−1/2 Chi-Cuadrado inverso

Notar que derivando Gα(wk, dk) respecto wk tenemos
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1.4 Calibración

gα(wk, dk) =


1

α− 1

(
wα−1
k

dα−1
k

− 1

)
α ∈ R\{1}

log(
wk
dk

) α = 1

donde la inversa de gα(wk, dk)/qk con respecto a wk es

dkF
α
k (u) =

{
dk

α−1
√

1 + qku(α− 1) α ∈ R\{1}
dk exp(qku) α = 1

Como indica Tillé, las distancias más usadas son los casos α = 2 que hace

referencia a la distancia Chi-cuadrado y α = 1 que hace referencia a la entropı́a.

Para cada una de las distancias, Deville y Särndall (1992)[10] deducen la función

Fk(qkxkλ) y muestran que se puede escribir siempre como (1 + αqku)(1/α), donde

u = xkλ. Para los casos 1, 3, 4 y 5, α toma los valores 1, -1/2, -1 y -2. El caso 2 se

obtiene cuando α→ 0.

Los casos 1 y 2 siempre tienen solución, en los casos 3, 4 y 5 la solución no

está garantizada. En el caso 1 los pesos pueden ser positivos o negativos, mientras

que todas las otras distancias garantizan pesos positivos, aunque algunos pesos

pueden ser muy grandes en comparación con los pesos del diseño.

Deville y Särndall (1992)[10] también consideran algunos casos más, que tie-

nen la propiedad de que los pesos que proporcionan están incluidos en un intervalo

que puede especificarse de antemano, de modo que los pesos extremos puede ser

eliminados, conservando el estimador sus buenas propiedades desde el punto de

vista de la estimación.

Para un tratamiento posterior definimos el caso 1 como linear o lineal, el caso 2

como raking, y el caso 3 como logit o logı́stico. Por su importancia definiremos de

forma más explı́cita cada una de estas distancias.

Método lineal

Un caso importante, que denominamos método lineal, se logra usando como dis-

tancia una función Chi-cuadrado (caso α = 2). Siguiendo con la terminologı́a de

Tillé (2005)[68] quedarı́a

wk = dk(1 + qkxkλ), (1.28)
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donde el vector de multiplicadores de Lagrange λ es

λ = T−1(X− X̂)′ (1.29)

y

T =
∑
k∈s

dkqkx
′
kxk, (1.30)

asumiendo que existe la inversa de T.

Sustituyendo se obtiene

Ŷcal =
∑
k∈s

wkyk = Ŷht + (X− X̂ht)B̂, (1.31)

donde Ŷht =
∑

k∈s dkyk es el estimador de Horvitz-Thompson de Y y B̂ es

B̂ = T−1
∑
k∈s

dkqkxkyk. (1.32)

Este estimador es el estimador de regresión generalizado y tiene la buena pro-
piedad, como se comentó anteriormente, de que es una ponderación lineal de las
observaciones yk, por pesos wk, que no dependen de la variable de interés y.

Método Raking

El método raking, que incluye el estimador de calibración sobre márgenes, se logra

usando una pseudo-distancia del tipo entropı́a (caso α = 1). Siguiendo con la
terminologı́a de Tillé (2005)[68] quedarı́a:

G1(wk, dk) = wk log

(
wk
dk

)
− wk + dk,

de la que obtenemos una función lineal

Fk(u) = exp(qku).

En este caso particular los pesos son siempre positivos. Éstos vienen dados por

wk = dk exp (qkλxk) ,
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1.4 Calibración

donde λ es calculado por la ecuación

∑
k∈s

dkxk exp (qkλxk) = X.

Un caso particular es la denominada calibración sobre márgenes. En este caso,
los xk toman los valores 0 ó 1 según la unidad i esté o no en la subpoblación
Ui ⊆ U. Si además, qk = 1, con k ∈ U, tenemos

wk = dk
∏
i|k∈Ui

βi,

donde β = expλ. Los elementos de β son calculados mediante la ecuación

∑
k∈s

dkxk
∏
i|k∈Ui

βi = X.

Método logit

Como destaca Tillé (2005)[68], a veces se requiere que los pesos wk no sean de-
masiado variables. Este inconveniente se puede ajustar imponiendo que los pesos
se encuentren entre dos valores L y H , con L < 1 < H , usando una función del
tipo logit

G(wk, dk) =

{
ak log( ak

1−L) + bk log( bk
H−1

) 1
A

L < wk < H

∞ En otro caso

donde

ak =
wk
dk
− L, bk = H − wk

dk
, A =

H − L
(1− L)(H − 1)

,

de la que obtenemos

Fk(u) =
L(H − 1) +H(1− L) exp(Aqku)

H − 1 + (1− L) exp(Aqku)
.

que cumple las condiciones Fk(−∞) = L, Fk(∞) = H . De esta forma los pesos
obtenidos siempre estarán en el intervalo [Ldk, Hdk].

Otras funciones distancia alternativas se comparan en Deville, Särndal y Sau-
tory (1993)[11], Singh y Mohl (1996)[61], Stukel, Hidiroglou y Särndal (1996)[62].
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Algunas de estas funciones distancia garantizarán pesos dentro de los lı́mites espe-

cificados, descartando pesos demasiados grandes, demasiados pequeños o negati-

vos. Los cambios en la función distancia a menudo tienen poco efecto en la varian-

za del estimador de la calibración, incluso si el tamaño de la muestra es bastante

pequeño. Las preguntas acerca de la existencia de una solución a la ecuación de

calibración se analizan en Théberge (2000)[64]. Por ejemplo, si tomamos como

función distancia G(wk, dk) = νkdk(wk/dk − 1)2/2 y F (uν−1
k ) = 1 + uν−1

k se

tiene como pesos wk = dk

(
1+x′kλc
νk

)
y como estimador

Ŷcal = Ŷht +
∑
k∈s

dk(1 + x′kλc/νk)yk.

El cálculo de los pesos calibrados plantea importantes cuestiones prácticas, ta-

les como evitar pesos indeseados (o variables indebidas), o el planteamiento como

requisito de que todos los pesos sean positivos (incluso mayores que la unidad) o

evitar pesos demasiados grandes. Podemos encontrar casos, como algunos de los

pesos calculados de acuerdo con el estimador GREG lineal, que pueden propor-

cionar pesos bastantes grandes o negativos. Cuando intervenimos en el cálculo de

los pesos, con el fin de eliminar valores indeseables, se plantea la cuestión de hasta

qué punto se pueden desviar de los pesos del diseño, dk, sin comprometer la carac-

terı́stica de estimación insesgada. Chambers (1996)[7] explora la idea de modificar

el conjunto de restricciones para que las tolerancias sean respetadas por la diferen-

cia entre el estimador para las variables auxiliares y los correspondientes totales

conocidos de la población, minimizando una “función de pérdida de costo rı́gido”.

Una causa de pesos extremos pueden ser los valores extremos en las variables.

Autores como Duchesne (1999)[12] discuten como tratar la calibración en presen-

cia de valores anómalos. Duchesne aplica la técnica de “calibración robusta” para

introducir un cierto sesgo en las estimaciones, que se ve compensado por una re-

ducción en la variabilidad. Cuando el conjunto de restricciones se extienden para

hacer que los pesos se restrinjan a intervalos especificados, puede ocurrir que la

solución al problema de optimización no esté garantizada. La existencia de una

solución se considera en Théberge (2000)[64], que también propone métodos para

tratar los valores atı́picos.
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Investigaciones como las de Huang y Fuller (1978)[23] o la de Park y Fuller

(2005)[41] proponen métodos para evitar pesos indeseables. En el método de mi-

nimización de la distancia, la función distancia puede ser formulada de modo que

los pesos negativos estén excluidos, mientras que aún satisfagan las ecuaciones de

calibración dadas. Algunos tipos de software, como CALMAR (Deville, Särndal

y Sautory 1993), o la versión más actualizada, CALMAR-2, descrita en Le Guen-

nec y Sautory (2002)[31], permiten aplicar varias funciones distancia de este tipo.

Otros organismos de estadı́stica han desarrollado su propio software para el cálcu-

lo del pesos, entre ellos: GES (Statistics Canada), CLAN97 (Statistics Sweden),

Bascula 4.0 (Central Bureau of Statistics, The Netherlands), descrito en Nieuwen-

broek y Boonstra (2002)[39], g-CALIB-S (Statistics Belgium), descrito en Vander-

hoeft, Waeytens y Museux (2001)[72] y en Vanderhoeft (2001)[71] o las últimas

versiones de las bibliotecas del software estadı́stico R: sampling (Tillé y Matei,

2013[69]), survey (Lumley, 2013[33]), EVER (Zardetto, 2013)[77], TeachingSam-

pling (Gutiérrez, 2013[19]) o laeken (Alfons, Holzer y Templ, 2013)[2]. Destaca-

mos la biblioteca “survey” que permite calibrar con una distancia definida por el

usuario.

1.4.2 Estimación de la varianza
Todos los estimadores de calibración son asintóticamente equivalentes al estimador

de regresión generalizado, generado por la función lineal Fk(u) = 1 + qku. Ası́, la

elección de la medida de la distancia se suele basar en el comportamiento de los

pesos finales. La varianza asintótica es

AV (Ŷcal) =
N∑
k=1

N∑
k 6=l

(πkl − πkπl)(dkek)(dlel), (1.33)

donde ek = yk − xkβ̃, con β̃ verificando

(
N∑
k=1

qkx
′
kxk)β̃ =

N∑
k=1

qkx
′
kyk. (1.34)

La varianza es el lı́mite de β̃ y minimiza la expresión de mı́nimos cuadrados

ponderados
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N∑
k=1

qk(yk − xkβ̃)2 =
N∑
k=1

qke
2
k. (1.35)

Si se mira el término de la derecha como el total en la población de la va-

riable qke2
k, se puede estimar por calibración con

∑
k∈swkqke

2
k minimizando con

B̂ (descrito en 1.32) y cumpliendo las ecuaciones normales basadas en la mues-

tra, (
∑

k∈swkqkxkx
′
k)B̂ =

∑
k∈swkqkxkyk. Los residuos muestrales son êk =

yk − x′kB̂ y la estimación de la varianza es

V̂ (Ŷcal) =
∑
k∈s

∑
l 6=k∈s

∆kl

πkl
(wkêk)(wlêl). (1.36)

con ∆kl = πkl − πkπl. Siendo esta formulación una variante de la definida en 1.20.

1.4.3 Ejemplos de estimadores de calibración

El objetivo de esta sección es mostrar diferentes enfoques de la calibración para

algunas especificaciones simples de la información auxiliar y mostrar la relación

con algunos de los estimadores más utilizados. En el siguiente ejemplo asumimos

un muestreo aleatorio simple con pesos del diseño dk = N/n para todo k, donde n

es el tamaño de la muestra.

Ejemplo 1: Vector auxiliar simple

La formulación más simple del vector auxiliar es cuando se toma xk = 1 para todo

k, por tanto este vector no reconoce las diferencias entre los elementos. Si tomamos

también ck = 1 para todo k, el estimador de calibración viene dado por

Ŷcal =
N

m

∑
s

yk = Ŷexp, (1.37)

con N el tamaño de la población y m el tamaño muestral.

El sufijo exp hace referencia al estimador de expansión. El estimador Ŷexp es

un estimador elemental. En ocasiones este estimador tiene un uso práctico, por

ejemplo cuando no se dispone de información auxiliar útil.
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Ejemplo 2: Una clasificación

En esta formulación, la población objetivo U se divide en grupos no-superpuestos

y exhaustivos, Up, p = 1, . . . , P , sobre la base de un criterio de clasificación es-

pecificado, por ejemplo la edad por grupos del mismo sexo. El vector auxiliar para

el elemento k es el identificador del grupo xk = (γ1k, . . . , γpk, . . . , γPk)
′, para

p = 1, . . . , P , donde

γpk =

{
1 si k ∈ Up

0 en otro caso (1.38)

Si
∑

U xk = (N1, . . . , Np, . . . , NP )′, donde Np es el tamaño de Up, cumplimos

el requisito de que el total de la población auxiliar equivalga a los tamaños conoci-

dos de grupo P . Tomando ck = 1 para todo k obtenemos de (1.16) que qk = Npn

Nmp

para k ∈ sp, con sp la muestra en el grupo p.

Con estas premisas el estimador de calibración se convierte en

Ŷcal =
P∑
p=1

Npȳk = Ŷps (1.39)

donde ȳk = 1
mp

∑
sp
yk y mp es el número de encuestados en el grupo p. Este esti-

mador, Ŷpst, es comúnmente denominado como estimador de post-estratificación.

Cuando el conocimiento del vector auxiliar xk = (γ1k, . . . , γpk, . . . , γPk)
′ se

limita a los elementos de la muestra s y tomamos ck = 1 para todo k, obtenemos

Ŷcal,s =
P∑
p=1

N̂pȳk = Ŷpc (1.40)

donde N̂p = N
n
np y np es el número de elementos incluidos en la muestra del grupo

p. Este estimador, denotado por Ŷpc, es conocido como estimador de ponderación

por clases.

Ejemplo 3: Una sola variable cuantitativa

Supongamos que disponemos de una variable auxiliar cuantitativa, xk, por ejemplo,

el número de empleados de una empresa k en una encuesta de negocios, con k =

1, . . . , N . Supongamos que la población total,
∑

U xk, es conocida. Si ésta es la
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única variable auxiliar, el vector auxiliar es unidimensional, y por tanto xk = xk.

Si tomamos ck = x−1
k , se obtiene el estimador

Ŷcal =
∑
U

xk
ȳs
x̄s

= Ŷra (1.41)

con ȳs = 1
m

∑
s yk y x̄r = 1

m

∑
s xk. Este estimador, Ŷra, es conocido como esti-

mador de razón.

Con la misma información podemos formular de forma alternativa el vector

auxiliar como xk = (1, xk)
′. Esta opción es viable ya que se requiere de la infor-

mación auxiliar N =
∑

U 1 (tamaño de la población), que es conocido además de∑
U xk. Cuando se toma ck = 1 para todo k, tenemos

Ŷcal = N{ȳs + (X̄ − x̄s)B̂} = Ŷreg (1.42)

donde X̄ = 1
N

∑
U xk y B = (

∑
s ykxk−

1
m

∑
s yk

∑
s xk)/(

∑
s x

2
k− 1

m
(
∑

s xk)
2).

La notación Ŷreg se utiliza para indicar el estimador de regresión.

Ejemplo 4: Clasificación en una dirección combinado con una variable cuanti-
tativa

En este ejemplo, la información auxiliar toma una variable categórica con P -valores

y una variable cuantitativa x, que puede ser el indicador del tamaño de un elemen-

to. Supongamos que podemos colocar cada elemento k de la muestra, para el que

conocemos su valor xk, en un grupo adecuado y que para cada grupo p = 1, . . . , P ,

también conocemos el tamaño Np, y el total
∑

UP
yk. Hay más de una forma de

usar esta información. Una opción es definir el vector auxiliar como

xk = (γ1kxk, . . . , γpkxk, . . . , γPkxk)
′

donde γpk se define como en (1.38). El total poblacional de xk es por tanto un vector

formado por las sumas conocidas de los P -grupos,
∑

Up
xk. Esta formulación de xk

ignora la información sobre los tamaños de los grupos,Np, y esto puede equivaler a

una pérdida no despreciable de información. Sin embargo, tomando ck = x−1
k esta

formulación conduce al estimador
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Ŷcal =

p∑
p=1

(
∑
Up

xk)
ȳrp
x̄rp

= Ŷsepra (1.43)

con ȳrp = 1
mp

∑
rp
yk y x̄rp = 1

mp

∑
rp
xk. Este estimador, Ŷsepra, es conocido como

estimador de razón separado, es decir, se construye como suma de estimadores de

razón para cada grupo.

Si la información auxiliar se obtiene a partir de los datos de la muestra s, el

estimador toma la forma Ŷcal = N
n

∑p
p=1(

∑
sp
xk)

ȳrp
x̄rp

que comúnmente se describe

como ponderación por grupos utilizando una variable tamaño.

Para aprovechar las ventajas de la información completa, tamaño de Np, ası́ co-

mo los x-totales
∑

Up
xk, debemos formular el vector auxiliar como

xk = (γ1k, . . . , γpk, . . . , γPk, γ1kxk, . . . , γpkxk, . . . , γPkxk)
′.

Si tomamos ck = 1 para todo k, se obtienen el estimador

Ŷcal =

p∑
p=1

Np{ȳrp + (X̄p − x̄rp)B̂p} = Ŷsepreg (1.44)

con X̄p = 1
Np

∑
Up
xk y Bp =

Covxyrp
S2
xrp

, donde Covxyrp = 1
mp−1

(
∑

rp
ykxk −

1
mp

∑
rp
yk
∑

rp
xk) y S2

xrp = 1
mp−1

(
∑

rp
x2
k − 1

mp
(
∑

rp
xk)

2). El estimador Ŷsepreg
conoce como estimador de regresión separado.

Ejemplo 5: Clasificación doble

En este ejemplo presentamos el caso en el que la información auxiliar está com-

puesta de dos variables categóricas, aunque su razonamiento se puede extender a

una clasificación de múltiples direcciones. Supongamos que tenemos P categorı́as

como primer factor, por ejemplo, una clasificación geográfica, y H categorı́as en el

segundo, por ejemplo, una clasificación socio-económica. Podemos representar la

población U dividida en subconjuntos de P×H o en celdas, Uph, con p = 1, . . . , P ,

y h = 1, . . . , H . Dependiendo de la información disponible sobre las celdas, son

posibles varias formulaciones del xk.

Considerando la formulación del vector auxiliar
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xk = (γ1k, . . . , γpk, . . . , γPk, δ1k, . . . , δhk, . . . , δPk)
′

donde γ indica la primera clasificación con los P grupos y δ indica la segunda

clasificación de los H grupos. γpk se define como en (1.38) y para, h = 1, . . . , H ,

se define δhk como

δhk =

{
1 si k ∈ grupo h
0 en otro caso (1.45)

Es fácil ver que esta formulación de xk requiere del conocimiento de los P +H

totales marginales de los grupos, Np. =
∑H

h=1Nph, con p = 1, . . . , P , y N.h =∑P
p=1 Nph, con h = 1, . . . , H . Con esta formulación, podemos tratar tres situacio-

nes:

i) Los P×H totalesNph, con p = 1, . . . , P y h = 1, . . . , H , son conocidos, pero

se considera que el conjunto de P +H totales marginales Np., con p = 1, . . . , P , y

N.h, con h = 1, . . . , H , contiene casi la misma información.

ii) Los P × H totales Nph, con p = 1, . . . , P y h = 1, . . . , H , son conocidos,

pero algunos de ellos son muy pequeños o cero, una situación que surge frecuente-

mente en la práctica. Este problema podrı́a causar una pérdida no despreciable de

información auxiliar por lo que puede ser preferible simplemente utilizar los totales

marginales.

iii) Los totales marginales Np. y N.h, son conocidos, pero no los totales Nph

para cada celda. Un ejemplo de esta situación es cuando Np. y N.h se toman de dos

registros diferentes.

Bajo esta formulación de información auxiliar xk, el enfoque del estimador de

calibración Ŷcal no tiene una forma simple, aunque computacionalmente es fácil de

obtener utilizando el software existente.

1.4.4 Ejemplo de calibración lineal (GREG) en una encuesta pre-
electoral

En este ejemplo se analiza la estimación de voto al Partido Socialista Obrero Es-

pañol (PSOE) y la participación en las elecciones generales de 2011 a partir de
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los microdatos del barómetro preelectoral del CIS de octubre (2011)[5], última en-

cuesta pre-electoral antes de las elecciones generales de 2011, utilizando la técnica

de calibración bajo el modelo lineal (estimador de regresión generalizado). El ob-

jetivo pretendido es utilizar información auxiliar para encontrar alternativas para la

estimación del total de las variables de interés, en nuestro caso, la intención de voto

al PSOE y la participación en las elecciones generales del 2011.

Según la Ficha Técnica del estudio “Preelectoral elecciones Generales” (2011)

del CIS[45], la selección de la muestra se realizó mediante un estudio bietápico.

Primero se seleccionó los conglomerados o unidades primarias de muestreo (muni-

cipios) y posteriormente las unidades secundarias (individuos) de manera aleatoria.

El tamaño muestral está compuesto por 6082 individuos, a los que se le realizó la

encuesta completa, repartidos en 214 municipios. El informe metodológico de la

encuesta pre-electoral y post-electoral elecciones Generales (2011)[25] del CIS, in-

dica que las estimaciones se realizaron a partir de la variable de interés, sin tener

en cuenta la información auxiliar, asignando a cada uno de los participantes de la

encuesta un peso, según la comunidad autónoma de pertenencia. Estos pesos son

calculados a partir de la metodologı́a que se indica en la Figura 1.1

El CIS, en su estudio de octubre de 2011, previó una intención de voto al PSOE

del 17,9 % y una participación en las elecciones del 71,8 %, respecto a un censo

electoral de 35.776.115 españoles con derecho a voto.

Para este estudio, se han seleccionado dos variables de interés (variables prin-

cipales o variables objeto de estudio) correspondientes al Barómetro Pre-electoral

de Centro de Investigación Sociológicas de octubre de 2011[5]:

• y1 Intención de voto al PSOE en las elecciones generales de 2011.

• y2 Participación en las elecciones generales de 2011.

Como variables auxiliares se han tomado las variables:

• x1 ¿Votó al PSOE en las elecciones generales de 2008?

• x2 El encuestado está desempleado.

• x3 El encuestado está jubilado.
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Figura 1.1: Estimación encuesta CIS, octubre 2011

• x4 El encuestado vive en un área metropolitana.

Los totales poblacionales de cada variable auxiliar se han tomado de la web del

Instituto Nacional de Estadı́stica (INE) [24] y de la web del Ministerio de Empleo

y Seguridad Social[34].

Para este estudio de simulación se han seleccionado muestras de unidades pri-

marias, en este caso conglomerados (municipios) de diferentes tamaños muestrales:

m = 25, 50, 100, 150 y 200, seleccionando todos los encuestados (n, unidades se-

cundarias) que componen el conglomerado seleccionado (es decir, los encuestados

que viven en el determinado municipio). Para cada simulación, 1000 en total pa-

ra cada tamaño de muestra, se ha calculado el estimador de calibración lineal con

todas las variables auxiliares. Sólo se resume la media de las 1000 simulaciones

para cada tamaño de muestra de municipios. Los resultados, que se exponen en la

Tabla 1.4, dependiendo de la variable de interés elegida, muestran la insesgadez del

estimador de calibración.
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Tabla 1.4: Intención de voto al PSOE y participación en las elecciones generales de
2011

Resultados oficiales votos PSOE 2011

6.973.880 (19,49 %)

Votos al PSOE estimados por CIS

17.9 %

m Promedio n Promedio estim. por cal.

1000 simulaciones votos al PSOE en 2011 (1000 sim.)

25 712 6.271.250,57
50 1421 6.433.430,92

100 2845 6.644.325,60
150 4261 6.591.761,91
200 5684 6.684.868,86

Participación elecciones 2011

25.241.538 (70.55 %)

Participación estimada por CIS

71.8 %

m Promedio n Promedio estim. por cal.

1000 simulaciones participación

25 718,580 25.568.373,70
50 1.426,225 25.176.029,30

100 2.839,814 25.485.582,85
150 4.261,161 25.514.762,23
200 5.688,039 25.459.031,67

Para comprobar el comportamiento de las estimaciones según el vector auxiliar

elegido se han realizado diferentes estimaciones para la muestra completa, 6082

individuos, eligiendo las posibles combinaciones de las cuatro variables auxiliares.

Los resultados se muestran en la Tabla 1.5. De esta tabla surgen varias cuestiones,

como qué variables auxiliares utilizar o si las variables auxiliares elegidas han de

ser las mismas para todas las variables de interés, pues, como se observa, las es-

timaciones varı́an según qué información auxiliar se use. Y, ¿con qué criterio se

eligen las variables? En el último capı́tulo se estudian distintos criterios para selec-

cionar las variables auxiliares disponibles, criterios objetivos basados en minimizar

el sesgo de no respuesta, unos válidos para cualquier variables de interés y otros ad

hoc para cada variable en estudio. Destacar que en esta encuesta, el porcentaje de

no respuesta en la variable “participación” fue 4,1 %, mientras que en la variable
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“voto PSOE” fue del 23,5 %.

Tabla 1.5: Estimación por calibración según v.a. m = 214, n = 6082

Estimaciones (Porcentaje) Estimaciones (Porcentaje)
votos PSOE participación

CIS 17,9 % 71,8 %

Resultados reales votos 6.973.880 (19,49 %) 25.241.538 (70,55 %)

(x1) 6.215.590 (17,37 %) 25.063.817 (70,06 %)
(x2) 6.268.359 (17,52 %) 22.280.446 (62,27 %)
(x3) 6.478.374 (18,10 %) 25.254.594 (70,59 %)
(x4) 5.874.469 (16,42 %) 23.261.262 (65,01 %)
(x1, x2) 6.110.308 (17,08 %) 24.203.092 (67,65 %)
(x1, x3) 6.314.022 (17,64 %) 26.211.893 (73,26 %)
(x1, x4) 6.684.460 (18,68 %) 25.076.273 (70,09 %)
(x2, x3) 6.552.148 (18,31 %) 24.287.774 (67,88 %)
(x2, x4) 5.669.391 (15,84 %) 22.280.446 (62,27 %)
(x3, x4) 6.352.314 (17,76 %) 25.254.594 (70,59 %)
(x1, x2, x3) 6.552.148 (18,31 %) 25.370.744 (70,91 %)
(x1, x2, x4) 6.824.814 (19,07 %) 24.203.092 (67,65 %)
(x1, x3, x4) 6.956.943 (19,44 %) 26.211.893 (65,01 %)
(x2, x3, x4) 6.148.975 (17,18 %) 24.287.774 (67,89 %)
(x1, x2, x3, x4) 6.660.671 (18,62 %) 25.522.124 (71,34 %)

El uso de variables auxiliares adecuadas (en este caso solamente se ha utili-
zado cuatro variables sin establecer previamente la relación entre las variables)
mejorará la precisión en la estimación cuanto más relacionadas estén las variables
auxiliares con la variable de interés.

1.4.5 Extensiones de la calibración
Aunque en los capı́tulos siguientes veremos con más detalle la calibración con
información auxiliar compuesta y la aplicación de la calibración para el tratamiento
de la no respuesta, introducimos aquı́ brevemente extensiones de calibración para
estimar otros parámetros más complejos y otros temas relacionados.

El método de calibración también se adapta a la estimación de otros parámetros
que sean más complejos que el total poblacional, la media o una proporción. Un
ejemplo es la estimación de cuantiles de la población o la estimación de funciones
de totales. Más ejemplos de esta categorı́a, que no revisaremos aquı́, son Théberge
(1999)[63] para la estimación de parámetros bilineales, y Tracy, Singh y Arnab
(2003)[70] para la calibración con respecto a los momentos de segundo orden.
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Modelo-calibración

En el enfoque de calibración no existe un modelo explı́cito que relacione la varia-
ble de interés y las variables auxiliares. Wu y Sitter (2001)[76], Wu (2003)[75] y
Montanari y Ranalli (2003[35], 2005[36]) definen un estimador de calibración que
necesita la información auxiliar completa, (y permitir un uso más eficaz de los vec-
tores xk, conocidos para todo k ∈ U) lo que no es necesario en la calibración usual,
donde con conocer el total,

∑
U xk, es suficiente. Los pesos deben ser consisten-

tes con el total de la población estimado a partir de las predicciones ŷk, obtenidas
a través de la formulación de un modelo apropiado que relacione la variable de
interés y las variables auxiliares.

Se considera un modelo del tipo Eξ(yk|xk) = µ(xk, θ) para k ∈ U con el que
se estima el parámetro desconocido θ mediante θ̂, el cual proporciona los valores
ajustados ŷk = m̂k = µ(xk, θ̂), calculados con la ayuda de variables auxiliares xk,
conocidas para todo k ∈ U.

Suponiendo que el tamaño de la población N es conocido, los pesos del esti-
mador de calibración Ŷmcal =

∑
swkyk se determinan minimizando la distancia

chi-cuadrado,
∑

s(wk−dk)2/(2dkqk), para un qk especificado, con pesos de diseño
dk = 1/πk, sujeto a las ecuaciones de calibración:

∑
s

wk = N ;

∑
s

wkŷk =
∑
U

ŷk.

Tomando qk = 1 para todo k, el estimador modelo-calibrado se puede escribir
como

Ŷmcal = N{ȳs,d + (¯̂yU − ¯̂ys,d)B̃s,d}

donde

ȳs,d =
∑
s

dkyk/
∑
s

dk,

¯̂ys,d =
∑
s

dkŷk/
∑
s

dk,
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B̃s,d =

∑
s dk(ŷk − ¯̂ys,d)yk(∑
s dk(ŷk − ¯̂ys,d)

)2 ,

donde el coeficiente de regresión B̃s,d representa la relación entre los valores ob-

servados y y los valores predichos ŷ.

Särndal (2007)[53] explica como un estimador GREG basado en un modelo no

lineal es por lo general menos eficiente que Ŷmcal, aunque es posible modificarlo

para que tenga en cuenta también la información dada por que el tamaño de la po-

blación sea conocido. Por otra parte, si se compara con el estimador de calibración

usual (libre de modelo), el estimador modelo-calibrado Ŷmcal puede ser más preci-

so, aunque ello implica una pérdida de consistencia en relación con el total de la

población conocido,
∑

U xk. En este caso, los valores y en Ŷmcal están ponderados

linealmente, pero los pesos obtenidos también van a depender de los valores y.

Montanari y Ranalli (2005)[36] muestran un estudio con varias poblaciones

creadas artificialmente, en el que comparan el estimador Ŷmcal y el estimador GREG

no lineal con el modelo auxiliar yk = µk + εk ajustado mediante una regresión no

paramétrica (suavizado polinomial) de las predicciones ŷ = µ̂k, para k ∈ U. Con

este tipo de ajuste del modelo, la predicciones ŷ = µ̂k son altamente precisas.

En resumen, en el estimador modelo-calibrado se requiere información auxiliar

completa y los pesos wk dependen de los valores y, lo que implica una pérdida de

la propiedad de usos múltiples (para cualquier y-variable).

La calibración para la estimación de cuantiles

La mediana y otros cuantiles de una población finita son importantes medidas des-

criptivas, sobre todo en las encuestas económicas. Para estimar los cuantiles, lo pri-

mero que debemos hacer es estimar la función de distribución de la población finita.

Artı́culos recientes han conseguido un enfoque de la calibración para los mismos

fines, incluyendo Kovaĉević (1997)[28], Wu y Sitter (2001)[76], Ren (2002)[49],

Tillé (2002)[67], Harms (2003)[20], Harms y Duchesne (2006)[21] y Rueda et al.

(2007)[51]. El carácter complejo de la función de distribución de la población finita

hace que se den ciertos inconvenientes, que son resueltos por los distintos autores

de diferentes maneras.

Sea ∆( ) la función Heaviside, definida para cada real z tal que
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∆( ) =

{
1 si z ≥ 0
0 si z < 0

La función de distribución poblacional para la variable en estudio y es

Fy(t) =
1

N

∑
U

∆(t− yk).

El cuantil α de una población finita está definido como Qyα = inf{t/Fy(t) ≥
α}. Sean las variables auxiliares xj , con valores xjk, que tienen como función de

distribución Fxj(t) = 1
N

∑
U ∆(t − xjk) con el cuantil α conocido denotado por

Qxjα, j = 1, 2, · · · , J.
El estimador de Horvitz Thompson de Fy(t) basado en los pesos del diseño,

dk = 1
πk

, es

F̂y(t) =
1∑
s dk

∑
s

dk∆(t− yk).

Harms y Duchesne (2006)[21] proponen usar la información para aplicar la ca-

libración dada por el tamaño de la población N y los cuantiles de las variables

auxiliares Qxjα, para j = 1, 2, . . . , J . El estimador de calibración de Fy(t) tiene

la forma F̂ycal(t) = 1∑
s wk

∑
swk∆(t − yk), donde los pesos wk se obtienen mi-

nimizando la distancia Chi-cuadrado
∑
s(wk−dk)2

2dkqk
para un especifico qk, sujetos a la

ecuación de calibración:{ ∑
swk = N

Q̂xjcal,α = Qxjα; j = 1, . . . , J

A partir de F̂ycal(t) se obtiene el estimador para los cuantiles como Q̂yα =

ı́nf{t/F̂ycal(t) ≥ α}. Aquı́ no es necesaria la información auxiliar completa.

Otro método para la estimación de cuantiles puede verse en Rueda et al. (2007)[51].

Los autores presentan un estimador modelo-calibrado, en el que se calibra con res-

pecto al total en la población de los valores predichos y y para lo que es necesaria

la información auxiliar completa.

Usando los valores conocidos, xk, se calcula primero una predicción lineal ŷk =

β̂xk para cada k ∈ U , con β̂ = (
∑

s dkqkxkx
′
k)
−1 (
∑

s dkqkxkyk) donde dk =

1/πk y qk especifica el factor de escala. Los pesos wk se obtienen minimizando
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la distancia chi-cuadrado sujeta a las ecuaciones de calibración indicadas desde

el punto de vista de las predicciones, a fin de tener consistencia en los J puntos

tj, j = 1, ..., J , obtenidos arbitrariamente:

1

N

∑
s

wk∆(tj − ŷk) = Fŷ(tj), j = 1, . . . , J,

donde Fŷ(tj) es la función de distribución de las predicciones yk de la población

finita, evaluada en tj . Se sugiere que un número relativamente pequeño de los pun-

tos seleccionados arbitrariamente tj puede ser suficiente, por ejemplo menos de 10.

Una vez que los pesos wk se determinan, la estimación de los cuantiles se obtiene

invirtiendo F̂ycal(t) = 1
N

∑
swk∆(tj − ŷk).

Aunque ambos métodos mencionados ofrecen un estimador insesgado bajo el

diseño, el de Harms y Duchesne (2006)[21] da unos pesos válidos para cualquier

variable y mientras que el método de Rueda et al. (2007)[51] requiere de un nuevo

conjunto de pesos para cada variable y.

Calibración de otros parámetros complejos

Krapavickaitè y Plikusas (2005)[29] y Plikusas (2006)[44] examinan la estimación

por el método de calibración de ciertas funciones de totales de la población. Un

ejemplo sencillo es la estimación de una razón de dos totales,R =
∑

U y1k/
∑

U y2k

donde y1k e y2k son los valores para el elemento k de las variables y1 y y2 respec-

tivamente. Por ejemplo, la función de distribución Fy(t) = 1
N

∑
U ∆(t − yk) es

también del tipo razón cuando se toma y2k = 1, y con N =
∑

U 1 como el total del

denominador.

Estos autores examinan el estimador de calibración R̂cal =
∑

swky1k/
∑

swky2k.

Los pesos wk, comunes al numerador y al denominador, se determinan mediante

la calibración de la información auxiliar de una variable auxiliar x1k con cada y1k,

y otra x2k, con cada y2k, y el cociente de los totales R0 =
∑

U x1k/
∑

U x2k es un

valor conocido.

La ecuación de calibración propuesta es
∑

Uwkek = 0, donde ek = x1k−R0x2k

y como
∑

U ek = 0, los pesos obtenidos minimizando la distancia chi-cuadrado,

son
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1.4 Calibración

wk = dk

1−

(∑
s

dkek

)(∑
s

dke
2
k

)−1

ek

 .

Krapavickaitè y Plikusas (2005)[29] y Plikusas (2006)[44] muestran que este
estimador es insesgado bajo el diseño y tiene menor varianza comparado con otros
estimadores que usan la misma información auxiliar.
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“Sin información auxiliar no hay
enfoque de calibración...”

Särndal

CAPÍTULO

2
Información auxiliar en

encuestas con diseños
muestrales complejos

En los últimos años, la estimación por calibración se ha convertido en un impor-
tante campo de investigación en el muestreo de encuestas. En este capı́tulo se revisa
algunas perspectivas del uso de la calibración en presencia de información com-
puesta, tales como: información proveniente de diseños de muestreo en dos fases
o en dos etapas. Haremos hincapié en esta última opción, describiendo dos casos
particulares que combinan la información disponible en ambas etapas: la integra-
ción de pesos (Estevao y Särndal, 2006)[16]) y, como caso particular, el estimador
de Lemaı̂tre y Dufour (1987)[32].

Posteriormente se describe el estimador planteado en este trabajo, al que de-
nominamos estimador de contracción, y que proponemos como alternativa a los
descritos anteriormente. El capı́tulo se finaliza con un estudio de simulación, con
datos reales provenientes del estudio PISA 2006 y de la encuesta de presupuestos
familiares (EPA) realizada por el INE, que evalúa el comportamiento empı́rico de
tres variantes del estimador de contracción y del estimador descrito por Estevao y
Särndal para un muestreo aleatorio simple y un muestreo de Midzuno.



2. INFORMACIÓN AUXILIAR EN ENCUESTAS CON DISEÑOS
MUESTRALES COMPLEJOS

2.1 Estimación por calibración en presencia de infor-
mación compuesta

2.1.1 Información compuesta para diseños de muestreo en dos
fases

En un muestreo en dos fases se pretende obtener una muestra relativamente grande

de elementos (primera fase) para obtener información auxiliar, para posteriormente

seleccionar una submuestra (segunda fase) de la muestra de la primera fase, que

permita construir un estimador más eficiente del parámetro de interés.

Sea una población U = {1, . . . , N} de la que se extrae una muestra proba-

bilı́stica s1 con probabilidades de inclusión π1k, conocidas para k ∈ U. Para esta

primera fase se conocen los pesos del diseño d1k, con k ∈ U, y algunas variables

auxiliares x1k, para k ∈ s1. Posteriormente se extrae una submuestra aleatoria s2

de s1 con probabilidades de inclusión π2k (conocidas), condicionada a s1. En este

caso, los pesos del diseño de la segunda fase (fase condicional) son d2k = 1/π2k,

con k ∈ s1. Denotando por dk = d1kd2k al peso del diseño general de la unidad k,

el objetivo es utilizar la información auxiliar para encontrar estimaciones del total

Y , alternativas a estimadores en dos fases del tipo

Ŷht =
∑
s2

dkyk, (2.1)

con yk los valores de la variable de interés, observados para todos los k ∈ s2.

La complejidad en este tipo de muestreos surge cuando se involucran dos vecto-

res auxiliares, x1 y x2, para cada una de las muestras. Sea x1k y x2k los respectivos

valores para la unidad k y J1 y J2 sus respectivas dimensiones. La información

auxiliar, en este caso, se puede presentar de tres formas:

i) Se conoce el total poblacional,
∑

U x1k.

ii) Para cada k ∈ s1, x1k y x2k son conocidos.

iii) Para cada k ∈ s2, x1k y x2k son conocidos.
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2.1 Estimación por calibración en presencia de información compuesta

Los dos vectores x1k y x2k se diferencian en que el total
∑

U x2k no es conocido.

Como es lógico, si se cumple la propiedad ii), se cumple la iii). Si x1k es cono-

cido para todos los k ∈ U, entonces i), ii) y iii) se cumplen para todo k. Un caso

particular ocurre cuando x1k = 1 para todo k, lo que implica que el único tipo de

información disponible sea el tamaño de la población, N .

2.1.2 Estimación de calibración para el muestreo en dos fases

Los tipos de información auxiliar descritos en la sección anterior proporcionan una

base para el cálculo de los pesos calibrados para el estimador de calibración directo

en una sola fase

Ŷcal =
∑
s2

wkyk. (2.2)

Alternativamente se puede calcular los pesos en dos fases donde en la primera

fase se calculan pesos intermedios para su uso en la segunda fase. Cada paso re-

quiere de unos pesos iniciales y un vector auxiliar. A partir de estos construimos un

vector auxiliar xk de dimensión J1 + J2 que combina la información de x1k y de

x2k, xk =

(
x1k

x2k

)
.

Algunos métodos alternativos son:

a) Calibración en un solo paso: A partir de dk = d1kd2k, se calcula directamente

los pesos finales wk para k ∈ s2, satisfaciendo
∑

s2
wkxk =

( ∑
U x1k∑

s1
d1kx2k

)
.

b) Calibración en dos fases, de arriba abajo: En la primera fase, a partir de d1k

se calculan los pesos intermedios w1k, para k ∈ s1, satisfaciendo la ecuación∑
s1
w1kx1k =

∑
U x1k. En la segunda fase, a partir de dk = d1kd2k calcu-

lamos los pesos finales wk, para k ∈ s2, sujetos a la ecuación
∑

s2
wkxk =∑

s1
w1kxk, usando los pesos w1k de la primera fase. Los pesos finales satis-

facen
∑

s2
wkxk =

( ∑
U x1k∑

s1
w1kx2k

)
.

c) Calibración en dos fases, de abajo arriba: En la primera fase, a partir de

dk = d1kd2k, se calculan pesos intermedios w0k, para k ∈ s2, sujetos a la
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ecuación
∑

s2
w0kx2k =

∑
s1
d1kx2k. En la segunda fase, a partir de los pe-

sos w0k obtenidos en la primera fase, se calculan los pesos finales wk, para

k ∈ s2, de manera que satisfacen la condición
∑

s2
wkx2k =

( ∑
U x1k∑

s1 d1kx2k

)
.

Una alternativa para la segunda fase es empezar por w0k y calibrar para que
se cumpla sólo la condición

∑
s2
wkx1k =

∑
U x1k, aunque estos pesos no

satisfacen la condición
∑

s2
wkx2k =

∑
s1
d1kx2k.

Estevao y Särdal (2006)[16] indican que los métodos a), b) y c) son procedi-
mientos correctos que, aunque cumplen los requisitos para la información auxiliar
i), ii) y iii) descritos anteriormente, los pesos resultantes para cada uno de los pro-
cedimientos no son generalmente los mismos. De los tres métodos, el b) es con-
siderado el más eficiente ya que implica más información que los casos a) y c),
ya que a diferencia de éstos, requiere de los valores individuales x1k para k ∈ s1.
Aunque el hecho de que los casos a) y c) hagan uso de menos información, no tiene
que ser causa de una pérdida de eficiencia, ya que ésta dependerá de factores tales
como el tamaño de la muestra en cada fase o la relación entre la variable de interés
yk y las variables auxiliares x1k y x2k.

En el caso b), los pesos intermedios, para k ∈ s1 , se calculan mediante la
ecuación:

w1k = d1k(1 + λ′s1z1k) (2.3)

con

λ′s1 = (
∑
U

x1k −
∑
s1

d1kx1k)
′(
∑
s1

d1kz1kx
′
1k)
−1 (2.4)

para algún vector z1k. Estos pesos, w1k, se utilizan para calcular los pesos calibra-
dos finales, para k ∈ s2, mediante:

wk = dk(1 + λ′s2zk), (2.5)

con

λ′s2 = (
∑
s1

w1kxk −
∑
s2

dkxk)
′(
∑
s2

dkzkx
′
k)
−1. (2.6)
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2.1 Estimación por calibración en presencia de información compuesta

Otro aspecto importante es el de aproximar la varianza de Ŷcal, definida en (2.2);

en este caso se utilizará el método de linealización automática. En primer lugar, se

expresa wk en función de w1k. Simplificando y reordenando los términos, se llega

a una expresión que incluye dos vectores, definidos como

B̂ =

(
B̂1

B̂2

)
= (
∑
s2

dkzkx
′
k)
−1(
∑
s2

dkzkyk), (2.7)

y

B̂∗ = (
∑
s1

d1kz1kx
′
1k)
−1(
∑
s1

d1kz1k(x
′
kB̂)). (2.8)

Tomamos los equivalentes poblacionales B =

(
B1

B2

)
= (
∑

U zkx
′
k)
−1(
∑

U zkyk)

y B∗ = (
∑

U dkz1kx
′
1k)
−1(
∑

U z1k(x
′
kB)) respectivamente, y simplificando, se de-

fine

Ŷcal =
∑
s2

wkyk = Ŷcal.lin + R, (2.9)

donde R es un término de orden inferior y Ŷcal.lin es un estadı́stico lineal.

Ŷcal.lin =
∑
s2

dke2k +
∑
s1

d1ke
∗
1k +

∑
U

x′1kB
∗, (2.10)

con e2k = yk − x′kB = yk − x′1kB1 − x′2kB2 y e∗1k = x′kB− x′1kB
∗.

El término e∗1k expresa los residuos de una regresión de x′kB sobre x1k. El

término de orden inferior R viene definido como:

R = −(
∑
s2

dkxk−
∑
s1

d1kxk)
′(B̂−B)−(

∑
s1

d1kx1k−
∑
U

x1k)
′(B̂∗−B∗). (2.11)

Calculamos la varianza a partir de Ŷcal.lin, tomando V ar(Ŷcal) ≈ V ar(Ŷcal.lin) =

V1(Ec) + E1(Vc), donde Ec =
∑

s1
d1ke1k, con e1k = e2k + e∗1k = yk − x′1kB

∗, es

la esperanza condicional y Vc la varianza condicional de
∑

s2
dke2k, dado s1.

Para la estimación de la varianza, utilizamos B̂ y B̂∗ en lugar de B y B∗. V1(Ec)

se ajusta para x1k pero no para x2k, por lo que su valor tiende a ser mayor que el
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del segundo componente E1(Vc), ya que éste se ajusta para x1k y x2k debido a que
x2k sólo proporciona información a nivel de la primera fase de la muestra y no ha
de provocar un impacto en los residuos e1k.

En los casos a) y c) la linealización automática de Ŷcal produce una varianza de
la forma V1(Ec)+E1(Vc), con residuos e1k para el primer componente y e2k para el
segundo. Aunque e1k y e2k no tienen la misma apariencia para cada método a), b)
y c), existe un patrón común en todos ellos, la influencia de la información x1k se
extrae de e1k, mientras que la influencia de ambas informaciones, x1k y x2k se extrae
de e2k. El resultado es que las varianzas de los estimadores Ŷcal para los métodos
a), b) y c), aunque no son iguales, no difieren demasiado. Pero teniendo en cuenta
que dependiendo de la relación entre las variables yk, x1k y x2k, las diferencias a
veces puede ser significativas.

Una cuestión que se plantea es cómo elegir los vectores z1k y zk de forma
que minimicen la varianza. Estas opciones son tratadas en la literatura, aunque
habitualmente la opción empleada es la más simple, tomar z1k = x1k y zk = xk.

2.1.3 Información compuesta en diseños de muestreo en dos eta-
pas
En un muestreo de conglomerados la población se encuentra dividida de manera
natural en grupos que, se suponen, contienen toda la variabilidad de la población
y por tanto representan fielmente la caracterı́stica a estudiar para la realización
del estudio. Dentro de los grupos (conglomerados) seleccionados se ubicarán las
unidades elementales, por ejemplo las personas a encuestar, y podrı́a aplicársele
el instrumento de medición a todas las unidades (todos los miembros del conglo-
merado) o sólo a algunos de ellos seleccionados al azar, lo que simplificarı́a la
recogida de información muestral. En forma resumida se define este método como
muestreo de dos etapas o bietápico. La configuración tradicional de este método
(grupos incluidos en la muestra en la primera etapa, de la que se extrae elementos
de submuestras dentro de los grupos seleccionados en la segunda etapa) tiene en
común con el muestreo en dos fases que la información auxiliar puede aparecer de
diferentes maneras:

a) Información a nivel conglomerado.
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b) Información a nivel elemento, para todos los conglomerados.

c) Información a nivel elemento, para los conglomerados seleccionados.

La calibración puede tratar eficazmente encuestas donde la información auxiliar

existente puede encontrarse en diferentes niveles, y en el caso de muestreos en

dos etapas donde la información puede existir tanto para la primera etapa de las

unidades de muestreo (conglomerados) como para la segunda etapa (unidades de

muestreo) no es una excepción.

En este tipo de encuestas la información auxiliar puede existir tanto “a nivel

poblacional” (por ejemplo, conocer los totales de la población), como “a nivel de

la muestra” (valores de la variable auxiliar para todos aquellos elementos inclui-

dos en la muestra), también pueden estar disponible tanto para los conglomerados

como para las unidades que forman parte de estos conglomerados, lo que crea una

cierta complejidad en la información auxiliar. Un ejemplo de muestreo bietápico,

siendo éste el muestreo más usado por las agencias de estadı́stica y los organismos

oficiales, es el muestreo de hogares. Gran número de encuestas se basan en la se-

lección de hogares y dentro de cada hogar en la selección de uno, más de uno o

de todos sus miembros. En los muestreos de hogares se recoge información a nivel

persona, segunda etapa (ingresos, nivel de estudios, situación de desempleo, etc.) e

información a nivel hogar, primera etapa (si el hogar dispone de calefacción, si es

urbano o rural, ingresos del hogar, etc.) para posteriormente estimar parámetros de

estas caracterı́sticas a ambos niveles.

El interés para este tipo de diseños es abordar la incorporación de la informa-

ción auxiliar compleja en el proceso de estimación, mediante la calibración, tra-

tando de disminuir el error de estimación, de forma que las estimaciones que se

obtengan a nivel unidad sean coherentes con las obtenidas a nivel conglomerado.

2.1.4 Estimación por calibración para muestreos en dos etapas

Supongamos que la extracción de una muestra de k unidades se realiza mediante

la selección en dos etapas de elementos de una población finita U = {1, . . . , N}
agrupada en conglomerados. Este diseño incluye muestras de dos poblaciones di-

ferentes:
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i) Población de conglomerados (unidades primera etapa), Ui = {1, . . . , i, . . . , NI}.

ii) Población de unidades (unidades de segunda etapa), U = {1, . . . , k, . . . , N},
que es la unión de todas las unidades NI en todos los conglomerados Ui, con
i ∈ U.

En primer lugar, se extrae de UI una muestra de conglomerados sI , con proba-
bilidades de inclusión πIi, con i ∈ Ui, cuyos pesos de diseño para la primera etapa
son dIi = 1/πIi, con i ∈ Ui. En una segunda etapa, se extrae una muestra de las
unidades dentro de cada uno de los grupos seleccionados. Para i ∈ sI , enumeradas
las unidades en Ui, elegimos una muestra si de éstas, con probabilidades de inclu-
sión πk|i, con k ∈ si. La segunda etapa tiene como pesos de diseño dk|i = 1/πk|i

con k ∈ si. Se define el peso del diseño general como dk = dIidI|i, para la unidad
k, y como muestra de unidades secundarias s =

⋃
i∈sI .

Denotando la variable de interés, definida a nivel unidad, como yu, cuyo valor
para la unidad k es y(u)k, observada para cada k ∈ s. El propósito es estimar el
total de la variable de interés, Y =

∑
U y(u)k, con el uso de información auxiliar,

para obtener mejores estimaciones que las producidas por el estimador simple en
dos etapas Ŷht =

∑
s dky(u)k =

∑
s1
dIi(
∑

si
dk|iy(u)k).

También se dispone de una variable de interés para los conglomerados, a la que
denotaremos y(c), con valores y(c)i observados para cada conglomerado i ∈ sI . En
el caso del conglomerado, lo que se pretende es realizar una estimación del total
YI =

∑
UI
y(c)i con la ayuda de un uso eficiente de la información auxiliar.

Para esta formulación general de muestreo en dos etapas, podemos encontrar
casos en los que los conglomerados pueden ser relativamente grandes, como cuan-
do se muestrea distritos censales dentro de ciudades en la primera etapa y hogares
en el segunda, o conglomerados relativamente pequeños, como cuando se seleccio-
nan familias en la primera etapa y los miembros adultos del hogar en la segunda.
Por ejemplo, cuando se toman hogares como conglomerados, la encuesta se pue-
den orientar al estudio de la variable y(c) = “ingreso familiar” con valores y(c)i

para el hogar i, y al mismo tiempo, la variable y(u) = “situación laboral” con valor
y(u)k = 1 si persona k está desempleada y el valor y(u)k = 0 si no lo está. En este
caso la información auxiliar puede existir tanto para las unidades como para los
conglomerados.

42
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Denotamos por x(u)k el valor del vector auxiliar asociado a la unidad k y por

x(c)i el valor del vector auxiliar asociado con el conglomerado i. En un muestreo

en dos etapas podemos encontrar la información auxiliar de diferentes formas:

i) Se conoce el total poblacional de las variables auxiliares de los conglomera-

dos,
∑

UI
x(c)i.

ii) Para cada i ∈ sI , los valores x(c)i del vector auxiliar a nivel conglomerado

son conocidos.

iii) Se conoce el total de las unidades poblacionales,
∑

U x(u)k.

iv) Para cada k ∈ s, los valores del vector de unidades, x(u)k, son conocidos.

Si x(c)i es conocido para todo i ∈ U, entonces las categorı́as i) y ii) siempre

se cumplen. Esto sucede, por ejemplo, en muestreo de áreas donde cada grupo es

una entidad geográfica de las que tenemos mediciones auxiliares útiles, tales como

la superficie y/o el número aproximado de habitantes. En cuanto a la información

a nivel unidad, x(u)k, es menos probable que esté disponible para cada k ∈ U, ya

que es precisamente la ausencia de dicha información, la que obliga a realizar un

muestreo en dos etapas en lugar de un muestreo directo de las unidades presentes.

No ocurre lo mismo con las categorı́as iii) y iv), ya que éstas se cumplen si x(u)k es

conocido para todas las unidades de la muestra y el total se puede importar desde

una fuente precisa (censos o proyecciones censales).

El objetivo de esta sección es examinar los estimadores de calibración a partir

de los diferentes tipos de información descritos en las cuatro categorı́as anteriores.

A nivel conglomerado:

ŶI.cal =
∑
sI

wIiy(c)i, (2.12)

y a nivel unidad:

Ŷcal =
∑
s

wky(u)k, (2.13)

con pesos a nivel conglomerado, wIi, que satisfacen la ecuación
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∑
sI

wIix(c)i =
∑
UI

x(c)i (2.14)

y pesos a nivel unidad, wk, que satisfacen la ecuación

∑
s

wkx(u)k =
∑
U

x(u)k. (2.15)

Para calibrar la información combinada de totales a nivel conglomerado y a
nivel unidad, es necesario el vector “apilado” de totales

X =

(∑
UI

x(c)i∑
U x(u)k

)
. (2.16)

2.1.5 Integración de pesos
El defecto de usar la calibración a nivel individuo es que los pesos se diferenciarán,
por lo general, para cada unidad dentro de un mismo conglomerado. Por ello, para
calibrar en la información auxiliar combinada, se requiere algún tipo de “ponde-
ración integrada” en el que se imponga una relación conveniente entre el peso a
nivel conglomerado, wIi, y los pesos de las unidades seleccionadas, wk. Este puede
causar inconsistencias cuando se estiman las variables de estudio a nivel conglo-
merado, puesto que no hay un peso común que represente al conglomerado. Este
tema es tratado por diferentes autores, destacando el trabajo de Estevao y Särndal
(2006)[16] y el de Lemaı̂tre y Dufour[32], quienes discuten diferentes vı́as para
calcular los pesos finales que se usan en la estimación:

i)
∑

si
wk = NiwIi para cada i ∈ sI , donde Ni es el tamaño del conglomerado

conocido.

ii) wk = dk|iwIi para la unidad k seleccionada en el conglomerado i ∈ SI .

Para las dos opciones de integración de pesos se satisfacen las ecuaciones (2.14)
y (2.15).

En el caso i) el número estimado de unidades en cualquier conglomerado es el
mismo, se use el peso del conglomerado o el peso de la unidad para estimarlo. Para
muestreo de conglomerados en una etapa (todas las unidades en el conglomerado
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son observadas), el peso del conglomerado es la media de los pesos de las unidades
que lo componen.

En el caso ii) se preserva los pesos condicionales en el sentido que wk/wIi =

dk|i imita la propiedad dk/dIi = dk|i.
Una variante de ii) es el muestreo en una etapa (Lemaı̂tre y Dufour (1987)[32],

Andersson (1997)[1] y Nieuwenbroek (1993)[38]) en que todas las k unidades del
conglomerado i son observadas de forma que dk|i = 1 y por tanto ii) implica wk =

wIi. El peso de la unidad wk será el mismo para todas las unidades dentro del
conglomerado e igual al peso del conglomerado wIi. Es práctico tener todas las
unidades dentro de un conglomerado con el mismo peso para estimar variables a
nivel unidad y usar este peso para estimar variables a nivel conglomerado. En la
aproximación de Lemaı̂tre y Dufour, aunque difiere de esta metodologı́a, los pesos
son obtenidos como un caso especial, como veremos en el apartado 2.1.6.

Existen diferentes alternativas para computar los pesos de los estimadores de
calibración, ŶI.cal y Ŷcal de forma que se satisfagan las ecuaciones de calibración
(2.14) y (2.15).
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a) Calibración sin integración
Partiendo de dIi, se calculan los pesos de los conglomerados wIi, para i ∈ si,

con la ecuación de calibración (2.14). Independientemente, en una segunda cali-

bración, partiendo de dk = dIidk|i, se calculan los pesos de las unidades wk, k ∈ s,
con la ecuación de calibración (2.15).

b) Calibración en un paso con la opción de integración i)
En (2.14) se reemplaza los pesos wIi por

∑
si
wk/Ni, por lo que la ecuación

dependerá de los pesos wk. Se asigna el valor x(c)k = x(c)i/Ni a todas las unida-

des seleccionadas en el conglomerado i. Se define el vector de variables auxiliares

como x(cu)k =

(
x(c)k

x(u)k

)
, cuyo total poblacional es conocido

∑
U x(cu)k = X.

Entonces, partiendo de dk = dIidk|i, se calculan los pesos de las unidades wk,

k ∈ s, con la ecuación de calibración
∑

swkx(cu)k = X. Posteriormente se calculan

el peso del conglomerado wIi =
∑

si
wk/Ni.

c) Calibración en un paso con la opción de integración ii)
En (2.15) se reemplazan los pesos wk por dk|iwIi, haciendo que la ecuación sea

función de los pesos wIi. Se define el vector de variables auxiliares como x(cu)k =(
x(c)i

x̂(u)iht

)
, donde x̂(u)iht =

∑
si
dk|ix(u)k es un estimador insesgado del total del

conglomerado x(u)i =
∑

Ui
x(u)k. Entonces, partiendo de dIi, se calculan los pesos

del conglomerado wIi, i ∈ sI , con la ecuación de calibración
∑

sI
wIix(cu)i = X.

Después se calcula el peso de la unidad wk = dk|iwIi.

d) Calibración en dos pasos con la opción de integración i)
Partiendo de dIi, se calcula en el primer paso el peso del conglomerado wIi,

i ∈ sI , con la ecuación de calibración (2.14). En el segundo paso, partiendo de dk =

dIidk|i, se calcula el peso de la unidad wk, k ∈ s, con la ecuación de calibración

(2.15) y tal que
∑

si
wk = NiwIi para todo i ∈ si, con wIi obtenido del paso uno.

Los cuatro casos anteriores dan diferentes sistemas de pesos calibrados. El caso

a) da pesos no integrados, con wIi satisfaciendo (2.14) y wk satisfaciendo (2.15).

Los pesos obtenidos con b), c) y d) dan pesos integrados que satisfacen (2.14) y

(2.15). b) y d) satisfacen (2.14) pero difieren en que d) usa valores verdaderos x(c)i

mientras que b) utiliza valores “imputados”. En c) se usa la calibración en un paso

bajo la condición (2.15) que es más restrictiva que la (2.14).
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Los casos b) y c) se reducen a calcular los pesos de la forma simple, usada un

muestreo en una etapa. Para ello se especifica un vector zk, de la misma dimensión

que xk, y se calculan los pesos para k ∈ s

wk = ak(1 + λ′szk), (2.17)

con

λ′s =

(∑
U

xk −
∑
s

akxk

)′(∑
s

akzkx
′
k

)−1

. (2.18)

Multiplicando los pesos originales dk por el factor (1 + λ′szk) se obtienen los

pesos calibrados. Se pueden elegir diferentes zk que dan diferentes pesos. Una

elección simple aunque no necesariamente óptima es tomar zk = xk, en este caso

el estimador resultante es el estimador de regresión generalizado. Se dice que zk

es un vector válido si la matriz J × J ,
∑

s dkzkx
′
k, es invertible para cada posible

muestra s (la relación zk-wk no es uno a uno, distintos zk pueden dar el mismo wk).

Con los anteriores pesos se obtiene un estimador de calibración Ŷcal, para el total

Y que se puede escribir de la forma dada en (1.31).

En el muestreo en dos etapas la estimación puntual no es más compleja. Cual-

quier software que calcule el caso anterior puede ser adaptado para obtener esti-

madores de calibración en los casos a), b) y c). Pero para el caso de dos etapas el

calculo de la varianza es más complejo ya que contamos con dos componentes, una

por cada etapa de selección.

2.1.6 El método de Lemaı̂tre y Dufour

Dentro de la perspectiva de la integración de pesos, el método de Lemaı̂tre y Dufour

(1987)[32] consiste en la ponderación de forma igualitaria de todas las unidades

dentro del conglomerado seleccionado. Es decir, se considera un muestreo en una

etapa de conglomerados, con la observación de todas las unidades que componen

cada conglomerado seleccionado. El objetivo es producir el mismo peso para cada

individuo del mismo conglomerado y usar ese peso para estimar caracterı́sticas del

conglomerado.
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Lemaı̂tre y Dufour (1987)[32] proponen el reemplazo de los valores de la varia-

ble medida a nivel unidad (unidades secundarias) xk, donde cada unidad tiene un

vector de fila con su propia información auxiliar, por una nueva matriz zk, basada

en las variables-persona auxiliares, pero con los promedios para las caracterı́sticas

auxiliares correspondientes. Como las variables auxiliares son generalmente ca-

tegóricas, y son ası́ codificadas en variables indicadoras, la matriz zk contendrá en-

tonces las proporciones para el conglomerado. Ası́, el valor para cada miembro del

conglomerado i, con un tamaño de Ni unidades, es z(c)i =
∑

k∈si x(c)i/Ni.

Cada miembro del conglomerado (unidad primaria) tendrá el mismo vector fila

para la información auxiliar en la matriz. Ası́, si el peso de diseño de éste se asigna

a todos los miembros del conglomerado, es decir, si lo adaptamos al muestreo de

hogares, cada persona en un hogar tendrá el mismo peso final. Neethling y Galpin

(2006)[37] muestran además que este peso, que está basado en variables auxiliares

a nivel persona, también es un peso apropiado para ser usado en la estimación de

variables a nivel conglomerado.

La cuestión que debe abordarse es si estas estimaciones resultantes, aplicadas a

nivel unidad, son útiles para hacer estimaciones de los totales a nivel conglomerado,

después de modificar la matriz zk añadiendo columnas para cada categorı́a referente

a una variable medida a nivel conglomerado. Por ejemplo, si seleccionamos dos

hogares (conglomerados) con 4 y 3 personas respectivamente (unidades), de una

matriz de variables auxiliares a la que denominamos xk, compuesta de dos variables

(grupo de edad y sexo), con cuatro categorı́as de edades y dos de sexo, la matriz

vendrı́a dado por de la siguiente forma:

xk =



E1 E2 E3 E4 M F
h1p1 1 0 0 0 0 1
h1p2 0 1 0 0 1 0
h1p3 0 1 0 0 1 0
h1p4 0 0 0 1 1 0
h2p1 0 0 1 0 1 0
h2p2 0 0 1 0 0 1
h2p3 0 1 0 0 0 1


Supongamos que se añade la variable “Tipo de localidad”, dividida en tres ca-

tegorı́as: urbana, periurbana y rural. Definimos tres nuevas variables U, PU,R. Las
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entradas de la nueva variables serı́a la inversa del tamaño del hogar para la variable
a la que pertenece el hogar, y 0 para las otras dos variables de la zona. Cuando se
dispone además de información auxiliar a nivel hogar, la matriz anterior puede ser
ampliada añadiendo columnas indicadoras para cada variable-hogar considerada.
Esta matriz incluye tanto variables auxiliares a nivel persona y como a nivel hogar.

zk =



E1 E2 E3 E4 M F U PU R
h1p1 1/4 2/4 0 1/4 3/4 1/4 1/4 0 0
h1p2 1/4 2/4 0 1/4 3/4 1/4 1/4 0 0
h1p3 1/4 2/4 0 1/4 3/4 1/4 1/4 0 0
h1p4 1/4 2/4 0 1/4 3/4 1/4 1/4 0 0
h2p1 0 1/3 2/3 0 1/3 2/3 0 0 1/3
h2p2 0 1/3 2/3 0 1/3 2/3 0 0 1/3
h2p3 0 1/3 2/3 0 1/3 2/3 0 0 1/3


Es decir, el peso 1/4 para h1p1 quiere decir que la persona pertenece a un hogar

donde 1/4 de las personas son mujeres.
La cuestión ahora es cómo el método de Lemaı̂tre y Dufour (1987)[32] debe

utilizarse cuando a nivel unidad y/o conglomerado existen distintas variables auxi-
liares. Lemaı̂tre y Dufour sólo consideran como variables auxiliares a nivel persona
el sexo y grupo de edad. Chowdhury (1997)[9] incluye las variables sexo y grupo
de edad, ası́ como el estado del hogar (9 combinaciones posibles de los adultos
y niños), por lo que la matriz de variables auxiliares se amplia para contener es-
tas variables indicadoras de estos grupos. Nieuwenbroek (1993)[38] considera la
aplicación del enfoque de Lemaı̂tre y Dufour por el modelado a nivel de hogares,
utilizando variables auxiliares sólo persona.

Alternativamente, el caso c) (calibración en un paso con opción de integración
ii)) parte de los pesos dIi, siendo x(cu)i = x(c)i (la única información auxiliar pa-
ra los conglomerados), donde x(c)i es el vector de totales para el conglomerado i.
Se obtiene primero wIi, y se toma wk = wIi para todas las unidades en el con-
glomerado i. Se puede comprobar que la elección de zi = x(c)i/Ni proporciona
exactamente los mismos pesos individuales que el método de Lemaı̂tre y Dufour.
Esta perspectiva es más directa puesto que el vector auxiliar se define directamente
al nivel conglomerado sin la construcción preliminar de igualdad de pesos para las
unidades dentro de cada conglomerado.
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2.2 Estimador de contracción
La contracción es una manera natural de mejorar las estimaciones disponibles, en

términos del error cuadrático medio (1.7). Por ejemplo, los estimadores compuestos

se utilizan en la estimación de áreas pequeñas para equilibrar el sesgo potencial del

estimador sintético contra la inestabilidad del estimador directo (Rao, 2003[46]).

El uso de estimadores de contracción en el contexto del análisis de regresión ha

sido descrito por Copas (1983)[6]. Éste aplica contracción en un contexto donde el

problema es predecir una respuesta binaria sobre la base de variables explicativas

binarias. Del mismo modo, Schäfer y Strimmer (2005)[57] definen un estimador de

contracción de la matriz de covarianza, y Rueda y Menéndez (2010)[52] utilizan la

contracción de regiones en la estimación de áreas pequeñas.

La eficiencia de la utilización de estimadores ponderados depende de la rela-

ción entre las variables auxiliares y las variables de interés. Un estimador basado

en la información auxiliar a nivel conglomerado será más eficiente cuando la infor-

mación auxiliar está bien relacionada con la variable de interés. De manera similar,

una información auxiliar basada en el nivel unidad, será más eficiente cuando la

información esté relacionada con la variable de interés. Una forma natural de equi-

librar la eficiencia de estos estimadores es tomar una media ponderada.

Sea Ŷcal el estimador de calibración, a nivel unidad, para el total de la población

Y definido en (2.13), y sea ŶI,cal el estimador de calibración, a nivel conglomerado,

para el total de la población, definido en (2.12), donde los pesos unitarios wk y los

pesos a nivel conglomerado wIi satisfacen las ecuaciones (2.15) y (2.14) respecti-

vamente.

Las ecuaciones de calibración imponen consistencia en el sistema de pesos,

de manera que, cuando se aplican a las variables auxiliares son coherentes con

los agregados conocidos. El estimador Ŷcal incorpora información auxiliar a nivel

unidad, mientras que el estimador ŶI,cal incorpora información auxiliar a nivel con-

glomerado, pero no en un patrón integrado. La calibración propone modificar los

pesos iniciales dk o dIi por nuevos pesoswk owIi, determinados tan cerca como los

dk o dIi, por lo que se obtiene estimaciones de diseños insesgados, ya que la infor-

mación auxiliar utilizada para la calibración mejora la precisión de las estimaciones

de la encuesta.
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Proponemos un estimador basado en la información compuesta, de la siguiente

manera. A partir de dIi, calculamos los pesos a nivel conglomerado wIi para i ∈ sI ,
calibrando la información a nivel conglomerado. Después de calibrar, tomamos

wIk = wIi, para todo k en el mismo i ∈ sI y se define Ŷ I
cal =

∑
k∈sw

I
ky(u)k.

Siguiendo a Thompson (1968)[65], proponemos una contracción del estimador

unitario Ŷcal hacia el estimador Ŷ I
cal. Obtenemos ası́ Ỹ = KŶcal + (1 − K)Ŷ I

cal,

donde K es una constante que satisface 0 < K < 1.

Ỹ es un estimador asintóticamente insesgado de Y porque Ŷcal y Ŷ I
cal también

son estimadores asintóticamente insesgados de Y .

Una elección óptima de K se puede calcular mediante la minimización de la

varianza Ỹ , que viene dada por

V (Ỹ ) = K2V (Ŷcal) + (1−K)2V (Ŷ I
cal) + 2K(1−K)Cov(Ŷcal, Ŷ

I
cal). (2.19)

Como esta ecuación es una ecuación cuadrática de K, su único extremo, al que

denominaremos Kopt, se calcula fácilmente

Kopt =
V (Ŷ I

cal)− Cov(Ŷcal, Ŷ
I
cal)

V (Ŷcal) + V (Ŷ I
cal)− 2Cov(Ŷcal, Ŷ I

cal)
. (2.20)

Obsérvese que el denominador enKopt es la varianza de la diferencia Ŷ I
cal− Ŷcal

y el numerador de Kopt es la covarianza de esta diferencia con Ŷ I
cal.

Kopt se puede utilizar para definir la expresión óptima

Ỹopt = KoptŶcal + (1−Kopt)Ŷ
I
cal. (2.21)

La varianza de este estimador está dada por:

V (Ỹopt) = Vmin(Ỹ ) =
V (Ŷ I

cal)V (Ŷcal)− Cov2(Ŷcal, Ŷ
I
cal)

V (Ŷcal) + V (Ŷ I
cal)− 2Cov(Ŷcal, Ŷ I

cal)
. (2.22)

Como el coeficiente óptimo, Kopt, depende de varianzas y covarianzas pobla-

cionales, que son generalmente desconocidas en la práctica, Ỹopt no se puede cal-

cular. Por esta razón, estas varianzas y covarianzas deben ser estimadas.

Los valores poblacionales V (Ŷ I
cal), V (Ŷcal) y Cov(Ŷcal, Ŷ

I
cal) están definidos

mediante dos procedimientos diferentes.
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En el caso de V (Ŷcal), la linealización automática identifica el estadı́stico linea-

lizado y los residuos que determinan la varianza aproximada,

V (Ŷcal) ≈ V (
∑
k∈s

dkek) =
∑
k,l∈U

Fklekel, (2.23)

con Fkl = (dkdl/dkl) − 1 para k 6= l y Fkk = dk − 1 for l = k y donde ek =

y(u)k−xt(u)kB y B = (
∑

k∈U x(u)kx
t
(u)k)

−1
∑

k∈U x(u)ky(u)k. Por último, la varianza

se puede estimar por

V̂ (Ŷcal) =
∑
k∈s

∑
`∈s

(dkdl − dkl)êkê`, (2.24)

donde êk = y(u)k − xt(u)kB̂ y B̂ = (
∑

k∈s dkx(u)kx
t
(u)k)

−1
∑

k∈s dkx(u)ky(u)k.

En el caso de V (Ŷ I
cal), ya que Ŷ I

cal es un estimador del total poblacional, la

linealización automática da la estimación de la varianza como:

V̂ (Ŷ I
cal) =

∑
i∈sI

∑
j∈sI

(dIidIj − dIij)êIiêIj, (2.25)

donde êIi = y(c)i − xt(c)iB̂I y B̂I = (
∑

i∈sI dIix(c)ix
t
(c)i)

−1
∑

i∈sI dIix(c)iy(c)i.

En el caso de Cov(Ŷcal, Ŷ
I
cal), tenemos

Cov(Ŷcal, Ŷ
I
cal) ≈ Cov(

∑
k∈s

dkek,
∑
i∈sI

dIieIi) = Cov(
∑
i∈sI

dIie
I
i ,
∑
i∈sI

dIieIi) =

(2.26)

=
∑
i∈UI

∑
j∈UI

dIidIj − dIij
dIij

eIi eIj,

siendo dk = dIidk|i = dIi, ya que se trata de un muestreo de conglomerados de una

sola etapa. Los residuos eIi se determinan mediante el cálculo del primer residuo

ek, basado en la regresión de y(u)k en xt(u)k a nivel de la unidad y posteriormente su-

mando los residuos ek dentro de cada conglomerado para producir eIi =
∑

k∈Uci
ek.

Finalmente, la covarianza puede ser estimada por

Ĉov(Ŷcal, Ŷ
I
cal) =

∑
i∈sI

∑
j∈sI

(dIidIj − dIij)êIi êIj. (2.27)
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El estimador óptimo puede definirse mediante la siguiente ecuación:

ŶoptD = K̂optD Ŷcal + (1− K̂optD)Ŷ I
cal, (2.28)

donde K̂optD denota que las estimaciones son sustituidos por las varianzas y cova-

rianzas en la ecuación (2.20).

Como se ha descrito en el Capı́tulo 1, es posible obtener estimadores de calibra-

ción para varianzas y covarianzas de los estimadores de calibración. En nuestro ca-

so, los valores poblacionales desconocidos V (Ŷ I
cal), V (Ŷcal) y Cov(Ŷcal, Ŷ

I
cal) pue-

den ser estimados mediante (Singh et al., 1999[60]; Singh, 2001[58], 2010[59]):

V̂W (Ŷcal) =
∑
k∈s

∑
`∈s

πk` − πkπ`
πk`

(wkêk)(w`ê`),

anteriormente definido en (1.36),

V̂W (Ŷ I
cal) =

∑
i∈sI

∑
j∈sI

πIij − πIiπIj
πIij

(wIiêIi)(wIj êIj), (2.29)

y

ĈovW (Ŷcal, Ŷ
I
cal) =

∑
k∈sI

∑
`∈sI

πIij − πIiπIj
πIij

(wIiê
I
i )(wIj êIj). (2.30)

Un segundo estimador óptimo puede ser definido como

ŶoptW = K̂optW Ŷcal + (1− K̂optW )Ŷ I
cal, (2.31)

donde K̂optW denota que estas estimaciones de calibración son sustituidas por las

varianzas y covarianzas en (2.20).

Consideremos ahora el problema de la estimación de las varianzas de los dos

estimadores propuestos ŶoptD y ŶoptW . Esto no es una cuestión sencilla, porque

los factores K̂optD y K̂optW se derivan de los datos de la encuesta. Una manera

de abordar este problema es considerar los métodos de remuestreo, como los gru-

pos aleatorios y técnicas de muestras balanceadas, jackknife o bootstrap (Wolter,

2007[74] o Gershunskaya, Jiang y Lahiri, 2009[17]). Otra opción es utilizar los re-

sultados asintóticos. Randles (1980)[48] estudia los efectos sobre la convergencia
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de la sustitución de estimaciones de los parámetros en un estadı́stico. Este impor-
tante resultado (que ha sido utilizado por los autores como Chambers y Dustan,
1986[8], Rao et al., 1990[47], Gijbels y Veraverbeke, 1988[18] y Rueda et al.,
2007[51]) supone que las observaciones de la muestra pueden ser tratadas como
realizaciones independientes e idénticamente distribuidas. Recientemente Wand y
Opsomer (2010)[73] extendieron este resultado a un diseño de muestreo general.

Asumimos una sucesión creciente de poblaciones finitas {UN} con N → ∞.
Usando la notación dada por Randles (1980)[48], el estimador propuesto se denota
por ŶoptD = Tn(K̂optD) = Tn(λ̂) y Ỹopt = Tn(Kopt) = Tn(λ), donde el estimador
consistente λ̂ estima λ. Si el diseño de muestreo verifica los supuestos propuestos
por Wang y Opsomer (2010), el modelo propuesto por éstos se puede aplicar, de-
bido a que el estimador λ̂ y la función T verifican todos los supuestos necesarios.
Por consiguiente, concluimos que la distribución asintótica de Tn(λ̂)(= ŶoptD) es
la misma que la de Tn(λ)(= Ỹopt).

Ası́, ŶoptD es un estimador asintóticamente insesgado para Y y la varianza
asintótica de este estimador es:

V A(ŶoptD) = Vmin(Ỹopt) =
V (Ŷ I

cal)V (Ŷcal)− Cov2(Ŷcal, Ŷ
I
cal)

V (Ŷcal) + V (Ŷ I
cal)− 2Cov(Ŷcal, Ŷ I

cal)
. (2.32)

Por tanto, un estimador para la aproximación de la varianza vendrá dado por:

V̂ A(ŶoptD) =
V̂ (Ŷ I

cal)V̂ (Ŷcal)− Ĉov
2
(Ŷcal, Ŷ

I
cal)

V̂ (Ŷcal) + V̂ (Ŷ I
cal)− 2Ĉov(Ŷcal, Ŷ I

cal)
. (2.33)

El estimador de la varianza de ŶoptW se puede definir de la misma manera.

2.3 Estudio de simulación
Estimadores

En esta sección, evaluamos el comportamiento empı́rico de los estimadores pro-
puestos a través de un estudio de simulación y comparamos los estimadores pro-
puestos, ŶoptS , ŶoptD y ŶoptW , con el definido por Estevao y Särndal (2006)[16],
denotado por ŶES .
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Se ha considerado tres estimadores para Kopt, para los cuales se han estimado
V (Ŷcal), V (Ŷ I

cal) y Cov(Ŷcal, Ŷ
I
cal). En primer lugar, se ha estimado las varianzas

y covarianzas en función de los resultados de varias series de simulaciones (en
concreto 1000). A partir de estos valores se ha calculado el estimador óptimo, de-
notado por ŶoptS . También se ha realizado el cálculo de KoptD y KoptW , definidos
en el apartado anterior, para calcular los estimadores ŶoptD y ŶoptW . Hay que tener
en cuenta que ŶoptS se calcula simplemente para utilizarlo de comparación, ya que
este estimador no se puede conseguir en la práctica.

Poblaciones de estudio

La primera población utilizada en este estudio de simulación fue la del Programme
for International Student Assessment (PISA)[42]. Este programa fue desarrollado
para evaluar a los estudiantes de 15 años, de toda clase de escuelas, programas edu-
cativos y técnicos, de los paı́ses miembros del sistema de la OCDE, ası́ como otros
socios asociados. Los datos analizados corresponden al año 2006, para 57 paı́ses, y
se centra en evaluación de las habilidades de lectura, matemáticas y ciencias.

La web de la OCDE[40] ofrece microdatos de varios años y en particular del
estudio del 2006, en la que se incluyen información sobre los estudiantes, las fa-
milias y las escuelas, al tiempo que garantiza el anonimato de los participantes. El
estudio de simulación lo realizamos con los datos de la OCDE para España.

El conjunto de microdatos del informe PISA-España contiene información so-
bre las pruebas que se llevaron a cabo en 686 escuelas, con la participación de
19.604 estudiantes. Se consideraron las unidades sin datos faltantes para las varia-
bles de estudio, obteniendo de este modo una población con tamaño N = 18341

estudiantes (unidades) agrupados en NI = 686 escuelas (conglomerados).
Para la población en PISA, se optó por dos variables de interés, una variable

cualitativa dicotómica “Estudiar una carrera de ciencias en el futuro” (Sci. future -
After secondary school) y una variable cuantitativa “puntuación en matemáticas”.
Como información auxiliar a nivel unidad elegimos el género (masculino y feme-
nino), el nivel educativo de la madre, el nivel educativo del padre y el mayor nivel
educativo de los padres con las categorı́as: sin estudios, educación primaria, edu-
cación secundaria y estudios superiores. Por último, como información auxiliar a
nivel conglomerado, se consideró el tipo de escuela (pública o privada) y el tipo
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localidad donde se encuentra la escuela (aldea o pueblo pequeño, pueblo, ciudad o

gran ciudad).

La segunda población finita utilizada en la simulación se obtuvo de la Encuesta

de Presupuestos Familiares (EPF) llevada a cabo en 2006. Se trata de una muestra

aleatoria representativa de una encuesta que se realiza en los hogares españoles.

La web del Instituto Nacional de Estadı́stica español (INE) incluye estadı́sticas que

se pueden utilizar para obtener los archivos de microdatos, cada uno de los cuales

contiene datos individuales de una estadı́stica determinada, filtradas adecuadamen-

te para que la información se anónima y por lo tanto garantizar la confidencialidad.

Los microdatos EPF-2006 contiene 55.699 unidades agrupadas en 19435 con-

glomerados. Se consideraron sólo las unidades sin datos faltantes para las variables

de estudio, y ası́ obtuvo una población de tamaño N = 9243 individuos agrupados

en NI = 5800 hogares. Las principales caracterı́sticas de la EPF-2006 se puede

consultar en la página web del INE[24].

Variables

En este caso, la variable de interés es el ingreso de la población EPF. Se considera-

ron los géneros (masculino, femenino) y el nivel educativo (sin estudios, primaria,

secundaria, superior) como información auxiliar para las unidades. Por último, se

consideró el nivel educativo del sustentador principal (primaria, secundaria, uni-

versitaria) como información auxiliar para los conglomerados (hogares).

Tipos de muestreos

Se han realizado dos estudios de simulación. En el primer caso, para cada simula-

ción, se ha seleccionado una muestra aleatoria simple de tamaño m de las unidades

de primera etapa (escuelas y los hogares, respectivamente) de la población de con-

glomerados. Seleccionando todas las unidades del conglomerado, para una muestra

de unidades de segunda etapa de tamaño n (individuos y estudiantes, respectiva-

mente). En un segundo caso, se ha utilizado el método Midzuno para seleccionar

una muestra de unidades (escuelas y hogares) con probabilidades desiguales (pro-

porcional al tamaño del conglomerado).
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Distancias para la calibración

Los pesos de los estimadores de calibración se puede calcular por medio de dife-
rentes métodos de calibración, en función de la distancia seleccionada. Para fines
comparativos, es interesante mostrar la precisión conseguida cuando se utilizan dis-
tintos métodos de calibración. En nuestro estudio de simulación, se han utilizado
tres métodos de calibración: linear, raking y logit (Deville y Särndal, 1992[10])
descritos en el capı́tulo anterior.

Estimadores

Para cada muestra calculamos el estimador de Horvitz-Thompson Ŷht, el estimador
de Estevao-Särndal ŶES y los estimadores propuestos, ŶoptS , ŶoptD , ŶoptW . En el ca-
so de una variable dicotómica, la proporción de la población P se estimó mediante
P̂ = Ŷ /N para cada estimador del total de la población Ŷ .

Tamaño de la muestra

El proceso de simulación se repitió B = 1000 veces para distintos tamaños de
muestra del conglomerado m = 25, 50, 75, 150, 200 y 250 para la población EPF.
Con fracciones de muestreo, para los tamaños de muestra n = 25 a n = 250,
f = 25/5800 = 0,004 a f = 250/5800 = 0,04. De forma similar, se tomaron
los tamaños m = 20, 25, 30, 40, 45 y 50 para la población PISA, con fracciones de
muestreo que varı́an de f = 20/673 = 0,0297 a f = 50/673 = 0,0743 en este
caso.

Medidas de sesgo y eficiencia

El rendimiento de cada estimador del total se mide y se compara en términos del
sesgo relativo (SR) y la eficacia relativa (ER). Los valores simulados de SR y ER,
para un estimador del total determinado T , se calculan como se indica en 1.6 y 1.7
(apartado 1.2).

Resultados y comentarios

Las Tablas 2.1, 2.2 y 2.3 y las Figuras 2.1, 2.2 y 2.3 muestran los resultados obte-
nidos en el muestreo aleatorio simple. En la Tabla y Figura 2.1 la variable principal
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es una variable dicotómica, Sci. future (estudiar ciencias en el futuro), las variables

auxiliares a nivel conglomerado (centro) son el tipo de escuela y el tipo de comu-

nidad, las variables auxiliares a nivel unidades (estudiantes) son el sexo, el nivel

educativo de la madre, nivel educativo del padre y el nivel educativo más alto del

hogar del alumno (lo que no implica que sea el del padre o de la madre).

En la Tabla y Figura 2.2, la variable principal es puntuación en matemáticas

(una variable continua), y la información auxiliar es la misma que en la Tabla 2.1.

En la Tabla y Figura 2.3, la variable principal es la renta de la población EPF, la

variable auxiliar a nivel hogar es el nivel educativo del sustentador principal, y las

variables auxiliares a nivel persona son el género y el nivel educativo.

Las Tablas 2.1, 2.2 y 2.3 muestran que los tres métodos de calibración (linear,

raking y logit) dan resultados similares en términos de SR y ER. Por tanto, los tres

métodos conducen a las mismas conclusiones. Se puede observar que el estimador

de Estevao-Särndal siempre es más eficiente que el estimador Horvitz-Thompson,

y que como muestran las Figuras 2.1, 2.2 y 2.3 los tres estimadores óptimos dan

mejores resultados respecto a la ER que el estimador de Estevao-Särndal. Ocurre

lo mismo para el estudio PISA respecto al SR, como se observa en las Figuras 2.1

y 2.2.

No existe una relación clara entre ŶoptD y ŶoptW en términos de SR y ER, aunque

el estimador de ŶoptW parece ser un poco más eficiente que ŶoptD .

Para tamaños de muestra moderados, el estimador propuesto es claramente el

estimador más eficiente, y la ganancia en eficiencia es mayor para tamaños de

muestra pequeños. El propuesto y el estimador de Estevao-Särndal dan valores si-

milares de ER a medida que aumenta el tamaño de la muestra. En las Figuras 2.1,

2.2 y 2.3 podemos ver como se estabilizan en torno a cero el sesgo relativo y como

se equipara la eficiencia relativa de los cuatro estimadores al aumentar el número

de conglomerados seleccionados.

Hay que tener en cuenta que Ŷopt tiene la desventaja añadida de tener que es-

timar Kopt, aunque el esfuerzo que se requiere no es tan grande para tamaños de

muestra moderados, logrando ası́ un estimador más eficiente.

Las Tablas 2.4, 2.5 y 2.6 y las Figuras 2.4, 2.5 y 2.6 muestran los resultados

obtenidos en el muestreo con probabilidad proporcional al tamaño. Las variables

auxiliares y objetivo de la Tabla 2.4 son las mismas que en la Tabla 2.1, las de la
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Tabla 2.5 son las mismas que en la Tabla 2.2, y las de la Tabla 2.6 son las mismas
que en la Tabla 2.3, más la edad (como variable continua) como variable auxiliar a
nivel persona.

Las Tablas 2.4, 2.5 y 2.6 y las Figuras 2.4, 2.5 y 2.6 sólo incluyen el estimador
de diseño óptimo ŶoptD , ya que ŶoptW da resultados similares a ŶoptD .

En las Tablas 2.4 y 2.5 (población PISA) se observa que el estimador de Estevao-
Särndal no siempre es más eficiente que el estimador de Horvitz-Thompson (pa-
ra m = 50, y utilizando el método lineal, el estimador de Estevao-Särndal es
más eficiente que el de Horvitz-Thompson), mientras que la Tabla 2.6 (población
EPF) muestra que el estimador de Estevao-Särndal es más eficiente que Horvitz-
Thompson (excepto para m = 25 y con los métodos de raking y logit).

El estimador propuesto es claramente el estimador más eficiente, Figuras 2.4,
2.5 y 2.6, y la ganancia en eficiencia con respecto al estimador de Estevao-Särndal
es mayor para tamaños de muestra pequeños (Tablas 2.4, 2.5 y 2.6). Este aumento
de la eficiencia es moderada (ER' 2 %) cuando se estima un total poblacional (una
variable cuantitativa, Tabla 2.5) y aumenta (ER varı́a de 16 % a 18 %) al estimar una
proporción poblacional (una variable cualitativa, Tabla 2.4), mientras que ER tiene
de rango entre 32 % a 47 %, cuando se estima el total de los ingresos en la población
EPF (Tabla 2.6).

De las Tablas 2.1, 2.2, 2.3, 2.4, 2.5 y 2.6, y el conjunto de Figuras tanto en el
caso del muestreo aleatorio simple o bajo el esquema de muestreo Midzuno (pro-
babilidades desiguales), observamos que el estimador óptimo propuesto produce
valores de ER mayores que los del estimador de Estevao-Särndal o el estimador de
Horvitz-Thompson. Los tres métodos de calibración (linear, raking y logit) produ-
cen las mismas conclusiones. Por otra parte, en el supuesto de probabilidades de-
siguales, el estimador de Estevao-Särndal no siempre es más preciso que Horvitz-
Thompson. Destacamos que la ganancia en eficiencia con respecto al estimador de
Estevao-Särndal aumenta cuando el tamaño de la muestra disminuye.
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Tabla 2.1: SR % y ER % de los estimadores comparados. m: Número de conglomera-
dos. n: tamaño promedio de los conglomerados sobre B = 1000 repeticiones. Métodos
de calibración: lineal, raking y logit. Variable principal: Sci. future. Variables auxilia-
res a nivel centro: Tipo de escuela y tipo de comunidad. Variables auxiliares a nivel
estudiante: sexo, nivel educativo madre, nivel de estudios del padre y de mayor nivel
educativo. Población PISA-ESPAÑA. Muestreo aleatorio simple.

LINEAR RAKING LOGIT

m n SR % ER % SR % ER % SR % ER %

P̂π 20 544.31 -.227 100.00 -.227 100.00 -.227 100.00
P̂ES -.409 115.62 -.117 104.42 -.051 103.47
P̂optS -.190 162.13 -.194 162.13 -.194 162.13
P̂optW -.250 148.24 -.245 148.10 -.246 148.15
P̂optD -.154 148.02 -.149 147.97 -.150 147.97

P̂π 25 680.80 .242 100.00 .242 100.00 .242 100.00
P̂ES .027 127.58 .081 114.61 .125 115.10
P̂optS .245 179.28 .238 180.12 .237 180.12
P̂optW .250 151.13 .251 150.90 .251 150.94
P̂optD .317 151.79 .316 151.68 .316 151.68

P̂π 30 817.03 .079 100.00 .079 100.00 .079 100.00
P̂ES -.108 143.35 -.105 125.96 -.059 127.81
P̂optS .077 178.73 .078 179.02 .078 179.02
P̂optW .072 160.41 .073 160.21 .073 160.23
P̂optD .132 160.00 .132 159.95 .132 159.95

P̂π 35 953.69 -.388 100.00 -.388 100.00 -.388 100.00
P̂ES -.533 144.55 -.498 135.23 -.502 135.85
P̂optS -.424 168.52 -.423 168.55 -.423 168.55
P̂optW -.407 153.07 -.404 153.02 -.405 153.05
P̂optD -.361 153.54 -.361 153.52 -.361 153.52

P̂π 40 1089.15 -.063 100.00 -.063 100.00 -.063 100.00
P̂ES .006 152.95 .101 145.99 .122 144.18
P̂optS .015 179.28 .014 178.92 .013 178.89
P̂optW .009 160.90 .009 160.95 .009 160.95
P̂optD .058 160.05 .058 160.05 .058 160.05

P̂π 45 1227.41 -.035 100.00 -.035 100.00 -.035 100.00
P̂ES .034 153.70 .021 144.45 .089 146.84
P̂optS -.076 174.40 -.075 174.28 -.075 174.28
P̂optW -.044 160.31 -.003 160.26 -.044 160.28
P̂optD -.003 160.62 -.361 160.62 -.003 160.62

P̂π 50 1363.28 .072 100.00 .072 100.00 .072 100.00
P̂ES -.172 150.44 -.140 143.80 -.134 148.72
P̂optS -.068 166.25 -.070 166.56 -.070 166.56
P̂optW -.033 154.42 -.033 154.32 -.033 154.34
P̂optD .003 154.15 .003 154.15 .003 154.15
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Tabla 2.2: SR % y ER % de los estimadores comparados. m: Número de conglomera-
dos. n: tamaño promedio de los conglomerados sobre B = 1000 repeticiones. Métodos
de calibración: lineal, raking y logit. Variable principal: Valor plausible en matemáti-
cas. Variables auxiliares a nivel centro: Tipo de escuela y tipo de comunidad. Variables
auxiliares a nivel estudiante: sexo, nivel educativo madre, nivel de estudios del padre
y de mayor nivel educativo. Población PISA-ESPAÑA. Muestreo aleatorio simple.

LINEAR RAKING LOGIT

m n SR % ER % SR % ER % SR % ER %

Ŷπ 20 543.57 -.289 100.00 -.289 100.00 -.289 100.00
ŶES -.028 87.95 -.037 78.37 -.018 77.45
ŶoptS -.012 127.55 -.017 128.20 -.017 128.20
ŶoptW .000 125.15 .001 125.15 .001 125.15
ŶoptD .004 125.94 .005 125.78 .005 125.78

Ŷπ 25 681.67 .117 100.00 .117 100.0 .117 100.00
ŶES .054 88.18 .039 82.71 .028 84.60
ŶoptS .047 104.60 .062 127.06 .062 127.06
ŶoptW .092 117.78 .092 117.64 .092 117.64
ŶoptD .096 117.50 .096 117.50 .096 117.50

Ŷπ 30 818.74 .042 100.00 .042 100.00 .042 100.00
ŶES -.108 95.51 -.095 91.32 -.094 92.50
ŶoptS -.101 112.23 -.103 116.95 -.103 116.95
ŶoptW -.076 115.74 -.076 115.74 -.076 115.74
ŶoptD -.073 115.74 -.073 115.74 -.073 115.74

Ŷπ 35 953.81 .022 100.00 .022 100.00 .022 100.00
ŶES .018 107.41 .019 103.19 .011 105.59
ŶoptS .021 122.39 .024 123.30 .024 123.30
ŶoptW .038 121.21 .038 121.21 .038 121.21
ŶoptD .042 121.21 .042 121.21 .042 121.21

Ŷπ 40 1091.05 .086 100.00 .086 100.00 .086 100.00
ŶES -.016 114.81 -.003 113.63 -.014 115.20
ŶoptS -.002 129.19 -.003 133.51 -.003 133.51
ŶoptW .015 129.19 .015 129.19 .015 129.19
ŶoptD .019 128.70 .019 128.70 .019 128.70

Ŷπ 45 1227.10 .053 100.00 .053 100.00 .053 100.00
ŶES .018 105.70 .006 100.20 .009 105.04
ŶoptS -.005 121.35 -.004 123.00 -.004 123.00
ŶoptW .006 122.10 .006 122.24 .006 122.24
ŶoptD .010 121.95 .010 121.95 .010 121.95

Ŷπ 50 1362.21 -.031 100.00 -.031 100.00 -.031 100.00
ŶES -.029 116.27 -.024 110.13 -.036 118.34
ŶoptS -.005 128.04 -.004 128.53 -.004 128.53
ŶoptW .000 126.10 .000 126.10 .000 126.10
ŶoptD .003 126.10 .003 126.10 .003 126.10
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Tabla 2.3: SR % y ER % de los estimadores comparados. m: Número de conglomera-
dos. n: tamaño promedio de los conglomerados sobre B = 1000 repeticiones. Métodos
de calibración: lineal, raking y logit. Variable principal: Renta. Variables auxiliares a
nivel centro: Tipo de escuela y tipo de comunidad. Variables auxiliares a nivel hogar:
Nivel de estudios del sustentador principal. Variables auxiliares a nivel persona: género
y nivel educativo. Población EPF. Muestreo aleatorio simple.

LINEAR RAKING LOGIT

m n SR % ER % SR % ER % SR % ER %

Ŷπ 25 40.14 1.92 100.00 1.92 100.00 1.92 100.00
ŶES .605 155.86 .500 152.00 .503 152.53
ŶoptS .471 197.47 .460 198.49 .461 198.41
ŶoptW .106 193.54 .106 193.61 .105 193.61
ŶoptD .676 189.93 .676 189.93 .676 189.93

Ŷπ 50 79.93 .070 100.00 .070 100.00 .070 100.00
ŶES .223 203.21 .129 204.46 .135 204.62
ŶoptS -.013 231.43 -.010 231.27 -.011 231.32
ŶoptW -.394 226.35 -.395 226.30 -.395 226.30
ŶoptD .002 226.30 .002 226.30 .002 226.30

Ŷπ 75 119.46 -.086 100.00 -.086 100.00 -.086 100.00
ŶES .146 208.94 .034 210.13 .049 210.17
ŶoptS .007 225.73 .006 225.53 .006 225.58
ŶoptW -.309 223.26 -.309 223.21 -.309 223.21
ŶoptD -.007 224.92 -.007 224.92 -.007 224.92

Ŷπ 100 159.54 .418 100.00 .418 100.00 .418 100.00
ŶES .276 209.95 .227 205.80 .238 206.19
ŶoptS .174 223.16 .174 223.02 .174 223.02
ŶoptW -.029 225.12 -.029 225.12 -.029 225.12
ŶoptD .174 222.47 .174 222.47 .174 222.47

Ŷπ 150 239.36 .084 100.00 .084 100.00 .084 100.00
ŶES .101 211.82 .051 212.86 .064 212.77
ŶoptS .039 216.97 .031 217.06 .031 217.06
ŶoptW -.108 217.96 -.108 217.96 -.108 217.96
ŶoptD .032 215.38 .032 215.38 .032 215.38

Ŷπ 200 318.87 .117 100.00 .117 100.00 .117 100.00
ŶES .097 217.72 .060 218.67 .061 220.60
ŶoptS .041 225.63 .042 225.53 .042 225.53
ŶoptW -.055 222.67 -.055 222.67 -.055 222.67
ŶoptD .040 223.11 .040 223.11 .040 223.11

Ŷπ 250 398.39 -.102 100.00 -.102 100.00 -.102 100.00
ŶES -.012 220.51 -.048 220.65 -.042 220.26
ŶoptS -.054 222.57 -.056 222.62 -.056 222.62
ŶoptW -.127 220.70 -.127 220.75 -.127 220.75
ŶoptD -.058 221.39 -.058 221.39 -.058 221.39
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Tabla 2.4: SR % y ER % de los estimadores comparados. m: Número de conglomera-
dos. n: tamaño promedio de los conglomerados sobre B = 1000 repeticiones. Métodos
de calibración: lineal, raking y logit. Variable principal: Sci. future. Variables auxilia-
res a nivel centro: Tipo de escuela y tipo de comunidad. Variables auxiliares a nivel
estudiante: sexo, nivel educativo madre, nivel de estudios del padre y de mayor nivel
educativo. Población PISA-ESPAÑA. Muestreo de Midzuno.

LINEAR RAKING LOGIT

m n SR % ER % SR % ER % SR % ER %

P̂π 20 564.438 -.173 100 -.173 100 -.173 100
P̂ES -.109 75.89 .113 69.99 .136 68.21
P̂optD -.172 116.05 -.173 116.07 -.172 116.08

P̂π 25 707.461 .142 100 .142 100 .142 100
P̂ES -.111 80.03 -.011 70.55 .041 70.32
P̂optD .054 114.25 .054 114.27 .054 114.27

P̂π 30 848.861 -.487 100 -.487 100 -.487 100
P̂ES -.352 89.23 -.304 83.99 -.298 83.86
P̂optD -.350 117.29 -.350 117.38 -.350 117.37

P̂π 35 991.364 -.318 100 -.318 100 -.318 100
P̂ES -.377 86.01 -.361 79.11 -.425 79.65
P̂optD -.359 115.09 -.358 115.09 -.359 115.09

P̂π 40 1135.8 .030 100 .030 100 .030 100
P̂ES .180 95.44 .238 88.43 .231 89.55
P̂optD .049 116.34 .049 116.35 .049 116.35

P̂π 45 1275.921 -.005 100 -.005 100 -.005 100
P̂ES -.075 92.51 -.016 87.70 -.005 88.56
P̂optD -.052 114.93 -.052 114.92 -.052 114.92

P̂π 50 1416.123 -.321 100 -.321 100 -.321 100
P̂ES -.150 100.94 -.133 94.59 -.092 99.12
P̂optD -.217 118.46 -.218 118.45 -.218 118.45
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Tabla 2.5: SR % y ER % de los estimadores comparados. m: Número de conglomera-
dos. n: tamaño promedio de los conglomerados sobre B = 1000 repeticiones. Métodos
de calibración: lineal, raking y logit. Variable principal: Valor plausible en matemáti-
cas. Variables auxiliares a nivel centro: Tipo de escuela y tipo de comunidad. Variables
auxiliares a nivel estudiante: sexo, nivel educativo madre, nivel de estudios del padre
y de mayor nivel educativo. Población PISA-ESPAÑA. Muestreo de Midzuno.

LINEAR RAKING LOGIT

m n SR % ER % SR % ER % SR % ER %

Ŷπ 20 563.957 .021 100 .021 100 .021 100
ŶES .051 69.76 .028 67.14 .018 65.79
ŶoptD .014 102.29 .014 102.28 .014 102.28

Ŷπ 25 706.662 .002 100 .002 100 .002 100
ŶES -.065 76.43 -.079 70.31 -.085 69.20
ŶoptD .001 102.17 .001 102.15 .001 102.15

Ŷπ 30 848.241 -.101 100 -.101 100 -.101 100
ŶES -.114 76.70 -.103 70.25 -.116 72.25
ŶoptD -.101 101.61 -.101 101.63 -.101 101.62

Ŷπ 35 991.274 -.019 100 -.019 100 -.019 100
ŶES -.046 86.77 -.058 76.45 -.069 78.05
ŶoptD -.022 102.08 -.022 102.07 -.022 102.07

Ŷπ 40 1136.184 .004 100 .004 100 .004 100
ŶES .033 86.07 .037 78.72 .028 82.00
ŶoptD .004 102.68 .004 102.68 .004 102.68

Ŷπ 45 1275.299 .056 100 .056 100 .056 100
ŶES .034 84.84 .045 80.34 .040 82.14
ŶoptD .053 101.51 .053 101.50 .053 101.50

Ŷπ 50 1415.947 -.016 100 -.016 100 -.016 100
ŶES -.007 91.21 .008 88.68 .001 89.92
ŶoptD -.015 102.86 -.015 102.86 -.015 102.86
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Tabla 2.6: SR % y ER % de los estimadores comparados. m: Número de conglomera-
dos. n: tamaño promedio de los conglomerados sobre B = 1000 repeticiones. Métodos
de calibración: lineal, raking y logit. Variable principal: Renta. Variables auxiliares a
nivel centro: Tipo de escuela y tipo de comunidad. Variables auxiliares a nivel hogar:
Nivel de estudios del sustentador principal. Variables auxiliares a nivel persona: género
y nivel educativo. Población EPF. Muestreo de Midzuno.

LINEAR RAKING LOGIT

m n SR % ER % SR % ER % SR % ER %

Ŷπ 25 48.058 .385 100 .385 100 .385 100
ŶES .148 100.86 -.009 96.09 -.026 97.10
ŶoptD .090 133.52 .035 132.71 .038 132.84

Ŷπ 50 96.576 -.134 100 -.134 100 -.134 100
ŶES .322 126.02 .163 125.20 .183 125.39
ŶoptD .265 139.46 .241 139.19 .243 139.27

Ŷπ 75 145.027 .251 100 .251 100 .251 100
ŶES .352 136.58 .250 133.92 .258 134.86
ŶoptD .318 146.04 .307 145.92 .308 145.99

Ŷπ 100 193.04 .072 100 .072 100 .072 100
ŶES .101 146.46 .010 145.36 .021 145.65
ŶoptD .098 147.43 .085 147.64 .086 147.62

Ŷπ 150 289.01 .102 100 .102 100 .102 100
ŶES .301 139.51 .231 140.03 .240 139.97
ŶoptD .175 146.31 .166 146.41 .167 146.40

Ŷπ 200 385.727 -.124 100 -.124 100 -.124 100
ŶES -.005 138.40 -.056 137.80 -.050 137.94
ŶoptD -.061 139.78 -.067 139.70 -.066 139.71

Ŷπ 250 481.883 -.085 100 -.085 100 -.085 100
ŶES .022 132.57 -.022 133.13 -.017 133.06
ŶoptD .089 136.55 .086 136.56 .086 136.56
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Figura 2.1: Comparativa del sesgo relativo y la eficiencia relativa para los cuatro esti-
madores por distancia y tamaño de muestra. Variable principal: Sci. future. Variables
auxiliares a nivel centro: Tipo de escuela y tipo de comunidad. Variables auxiliares a
nivel estudiante: sexo, nivel educativo madre, nivel de estudios del padre y de mayor
nivel. Población PISA-ESPAÑA. Muestreo aleatorio simple
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2.3 Estudio de simulación

Figura 2.2: Comparativa del sesgo relativo y la eficiencia relativa para los cuatro es-
timadores por distancia y tamaño de muestra. Variable principal: puntuación en ma-
temáticas. Variables auxiliares a nivel centro: tipo de escuela y el tipo de comunidad.
Variables auxiliares a nivel estudiante: sexo, nivel educativo madre, nivel de estudios
del padre y de mayor nivel educativo. Población PISA-ESPAÑA. Muestreo aleatorio
simple
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Figura 2.3: Comparativa del sesgo relativo y la eficiencia relativa para los cuatro esti-
madores por distancia y tamaño de muestra. Variable principal: Renta. Variables auxi-
liares a nivel hogar: Nivel de estudios del sustentador principal. Variables auxiliares a
nivel persona: género y nivel educativo. Población EPF. Muestreo aleatorio simple

68



2.3 Estudio de simulación

Figura 2.4: Comparativa del sesgo relativo y la eficiencia relativa para los estimado-
res ŶES y ŶoptD por distancia y tamaño de muestra. Variable principal: Sci. future.
Variables auxiliares a nivel centro: Tipo de escuela y tipo de comunidad. Variables
auxiliares a nivel estudiante: sexo, nivel educativo madre, nivel de estudios del padre
y de mayor nivel educativo. Población PISA-ESPAÑA. Muestreo de Midzuno.
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MUESTRALES COMPLEJOS

Figura 2.5: Comparativa del sesgo relativo y la eficiencia relativa para los estimadores
ŶES y ŶoptD por distancia y tamaño de muestra. Variable principal: puntuación en
matemáticas. Variables auxiliares a nivel centro: Tipo de escuela y tipo de comunidad.
Variables auxiliares a nivel estudiante: sexo, nivel educativo madre, nivel de estudios
del padre y de mayor nivel educativo. Población PISA-ESPAÑA. Muestreo de Midzuno.
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2.3 Estudio de simulación

Figura 2.6: Comparativa del sesgo relativo y la eficiencia relativa para los estimadores
ŶES y ŶoptD por distancia y tamaño de muestra. Variable principal: Renta. Variables
auxiliares a nivel hogar: Nivel de estudios del sustentador principal. Variables auxilia-
res a nivel persona: género y nivel educativo. Población EPF. Muestreo de Midzuno.
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“De entre las variables disponibles
es conveniente utilizar aquellas que
mejoren la estimación.”

Särndal y Lundström

CAPÍTULO

3
Información auxiliar en

encuestas con falta de
respuesta

Si una encuesta tiene elementos faltantes en las respuestas de determinados
ı́tem se considera que tiene “falta de respuesta”. Esta falta de respuesta afecta prin-
cipalmente al tratamiento de la estimación. Uno de los campos de investigación
relacionado con el análisis de la falta de respuesta se centra en el análisis del sesgo
que produce y en su reducción. En este capı́tulo vamos a considerar técnicas, ba-
sadas en el uso eficaz de la información auxiliar, que reduzcan al mismo tiempo el
error de muestreo y el sesgo debido a la falta de respuesta.

En primer lugar se describe el uso de la calibración para el ajuste del sesgo de
no respuesta y se definen cuatro indicadores que nos permitirán elegir qué varia-
bles auxiliares son más eficaces para construir el vector auxiliar. Posteriormente
finalizamos con un estudio de simulación con datos reales (PISA 2006) en el que
mostramos como la elección apropiada del vector auxiliar permite reducir el sesgo
de no repuesta.



3. INFORMACIÓN AUXILIAR EN ENCUESTAS CON FALTA DE
RESPUESTA

3.1 Introducción
El ajuste de falta de respuesta es un término general que hace referencia a los

diversos modelos estadı́sticos utilizados para hacer frente a la falta de respuesta una

vez que ha ocurrido, es decir, después de la aceptación del hecho de que algunos

datos deseados faltarán. Se entiende como “ajuste” la realización de cambios en el

procedimiento de estimación original o “ideal”, es decir, en aquel destinado al uso

en el caso ideal de que se tenga el 100 % de respuesta. Los principales métodos

para el ajuste de no respuesta son la imputación y la ponderación.

La imputación implica reemplazar los valores perdidos por valores próximos.

El estadı́stico puede optar por utilizar la imputación sólo para el ı́tem con falta

de respuesta y luego tratar la no respuesta por reponderación, enfoque ITIMP, o

imputar los valores para el ı́tem con falta de respuesta, ası́ como para las unidades

con falta de respuesta, enfoque UNIMP.

La ponderación altera los pesos de los encuestados, en comparación con los

pesos que se habrı́an utilizado en el caso de tener el 100 % de respuesta. Dado que

la falta de respuesta supone una perdida de observaciones, la ponderación impli-

cará un aumento del peso de todos, o casi todos, los elementos que responden.

Investigaciones como las de Eltinge y Yansaneh (1997)[13], Kalton y Flores-

Cervantes (2003)[26], y Thomsen, Kleven, Wang y Zhang (2006)[66] hacen hin-

capié en la ponderación de encuestas con falta de respuesta y en especial en la

selección de las mejores variables auxiliares para tratarla. Rizzo, Kalton y Brick

(1996)[50] sugieren que la elección de las variables auxiliares es más importante,

incluso, que la elección de la metodologı́a de ponderación.

En este capı́tulo nos centramos en este método. Más concretamente, el capı́tulo

está dedicado a llevar a la práctica, con datos procedentes del estudio PISA descri-

tos en el capı́tulo 2, los métodos de selección de variables auxiliares propuestos por

Särndal y Lundstöm (2010)[55] para el ajuste de no respuesta.

Primeramente se describe el estimador de calibración a usar en presencia de

no respuesta. Se analizan las propiedades de los nuevos pesos de calibración que

constituyen los factores de ajuste de no respuesta: promediar la inversa de la tasa

de respuesta y su varianza va a permitir relacionar el sesgo de no respuesta con la
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3.2 La calibración para el ajuste de sesgo de no respuesta

información auxiliar. De esta relación se pueden deducir indicadores que permi-

tan seleccionar las variables auxiliares que más ayuden a reducir el sesgo de no

respuesta. Estos criterios de selección son objetivos, basados exclusivamente en

reducir el sesgo de no respuesta. En la última parte del capı́tulo, las variables au-

xiliares que los criterios sugieren son usadas para obtener nuevas estimaciones de

algunas variables del informe PISA.

Para concluir esta introducción, planteamos la notación que será la que se man-

tendrá en todo el texto. Sea una muestra probabilı́stica s extraı́da de una población

U = {1, . . . , k, , . . . , N} en la que se conocen las probabilidades de inclusión de

primer orden πk = Pr(k ∈ s) > 0, para cualquier elemento k y los pesos del

diseño dk = 1/πk. Además, ahora suponemos que en nuestra encuesta hay falta

de respuesta, por lo que tenemos un subconjunto r de s (r ⊂ s ⊂ U) generado

de forma desconocida y no vacı́o. Entonces se define la tasa de respuesta (para un

diseño ponderado) como:

P =

∑
r dk∑
s dk

(3.1)

Por tanto, si k ∈ r, yk está disponible y por contra si k ∈ U− r, yk no lo estará.

3.2 La calibración para el ajuste de sesgo de no res-
puesta

La información auxiliar

La información auxiliar aparecerá de dos formas, a las que le corresponderá dos

tipos de vectores, x∗k y xok. La información auxiliar a nivel poblacional se denota

por x∗k, vector cuyos valores son conocidos para cada k ∈ U. Y por tanto
∑

U x
∗
k

es el total poblacional conocido. Como ya se trató en los capı́tulos anteriores, el

total poblacional
∑

U x
∗
k se puede importar de fuentes externas, con lo que sólo

debemos conocer los elementos del vector x∗k para cada k ∈ s. La información

auxiliar a nivel muestral se denota por xok, vector cuyos valores son conocidos para

cada k ∈ s. El total
∑

U x
o
k es desconocido pero puede ser estimado sin sesgo por
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∑
s dkx

o
k. Denotamos por xk al vector auxiliar formado por la combinación de los

vectores x∗k y xok, y a X al formado por los totales.

xk =

(
x∗k
xok

)
(3.2)

X =

( ∑
U x
∗
k∑

s dkx
o
k

)
(3.3)

Resumiendo, para cada k ∈ U conocemos πk; yk es conocido para k ∈ r;

el componente x∗k de xk aporta la información auxiliar a nivel poblacional y el

componente xok de xk aporta la información auxiliar a nivel muestral.

De los posibles vectores auxiliares que se pueden formar con la ayuda de las

variables auxiliares procedentes de registros administrativos, datos de encuestas o

de otras fuentes, se tratará de identificar aquellos con más posibilidades de reducir

el sesgo de no-respuesta.

El estimador de calibración

El estimador de calibración del total Y =
∑

U yk con falta de respuesta, se calcula

para yk, con k ∈ r, mediante

Ŷcal =
∑
r

wkyk (3.4)

con pesos wk = dk{1 + (X −
∑

r dkxk)
′(
∑

r dkxkx
′
k)
−1xk} que calibran en am-

bos tipos de información, es decir,
∑

r wkxk = X, por tanto
∑

r wkx
∗
k =

∑
U x
∗
k

y
∑

r wkx
o
k =

∑
s dkx

o
k. Asumiendo, por razones computacionales, la no singula-

ridad de
∑

r dkxkx
′
k, es posible definir el estimador de calibración como Ŷcal =∑

r wkyk, con wk = dkνk donde νk = X′(
∑

r dkxkx
′
k)
−1xk. Estos pesos satisfacen

la ecuación
∑

r dkνkxk = X, donde X es la matriz acumulada descrita en (3.3).

Otro estimador de calibración (Särndal y Lundström, 2005[54]) relacionado

con el anterior, basado en el mismo vector de dos niveles xk, pero que sólo calibra

a nivel de la muestra es:

Ỹcal =
∑
r

mkyk, (3.5)
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3.2 La calibración para el ajuste de sesgo de no respuesta

donde

mk = (
∑
s

dkxk)
′(
∑
r

dkxkx
′
k)
−1xk, (3.6)

cumpliendo
∑

r dkmkxk =
∑

s dkxk.
El vector auxiliar xk descrito en (3.2) cumple dos propósitos: conseguir una

varianza y un sesgo de no respuesta bajos. Por lo general Ŷcal es preferible a Ỹcal
ya que éste tiene en cuenta el total poblacional (conocido)

∑
U x
∗
k. Pero desde la

perspectiva del sesgo, prácticamente no hay diferencias entre Ŷcal y Ỹcal por lo que
es preferible utilizar el segundo de ellos. De hecho, la diferencia entre el sesgo
de N−1Ŷcal y el de N−1Ỹcal es del orden n−1, lo que en la práctica tiene pocas
consecuencias, incluso para tamaños de muestra pequeños.

Una expresión alternativa para (3.5) es

Ỹcal = (
∑
s

dkxk)
′Bx|r;d, (3.7)

donde

Bx|r;d = Bx = (
∑
r

dkxkx
′
k)
−1
∑
r

dkxkyk, (3.8)

es el vector de coeficientes de regresión derivado del ajuste de mı́nimos cuadrados
basado en los datos (yk,xk) para k ∈ r.

Los factores de ajuste
El factor de ajuste de no respuesta mk = (

∑
s dkxk)

′(
∑

r dkxkx
′
k)
−1xk expande

el peso del diseño dk. Podemos tomar mk como el valor de una variable, definida
para un caso particular (r, s) y cuya elección de xk es independiente de todas las
variables y de interés, y se puede calcular para todo k ∈ s (pero se utiliza en Ỹcal
sólo para k ∈ r). Usando (3.6), se obtiene:

∑
r

dkmkxk =
∑
s

dkxk,

∑
r

dkmk =
∑
s

dk,
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∑
r

dkm
2
k =

∑
s

dkmk.

Se definen los promedios ponderados, m̄r;d y m̄s;d como:

m̄r;d =

∑
r dkmk∑
r dk

=

∑
s dk∑
r dk

=
1

P
, (3.9)

m̄s;d =

∑
s dkmk∑
s dk

, (3.10)

donde P es la tasa de respuesta (3.1). Por tanto, el factor de ajuste medio en Ỹcal =∑
rmkyk es 1/P , independiente de la elección del vector auxiliar. Entonces, que

sea elegido o no un vector auxiliar para reducir el sesgo dependerá de momentos
de orden superior de mk. La varianza ponderada de mk se define como:

S2
m = s2

m|r;d =

∑
r dk(mk − m̄r;d)

2∑
r dk

= m̄r;d(m̄s;d − m̄r;d). (3.11)

y el coeficiente de variación de mk será:

cvm =
sm
m̄r;d

=

√
m̄s;d

m̄r;d

− 1. (3.12)

La varianza ponderada de la variable de estudio y viene dada por:

S2
y = s2

y|r;d =

∑
r dk(yk − ȳr;d)2∑

r dk
, (3.13)

y la covarianza se define como:

cov(y,m) = cov(y,m)r;d =
1∑
r dk

∑
r

dk(mk − m̄r;d)(yk − ȳr;d), (3.14)

y el coeficiente de correlación es:

Ry,m =
cov(y,m)

Sy · Sm
, (3.15)

satisfaciendo −1 ≤ Ry,m ≤ 1.
Desde el punto de vista del sesgo de no respuesta, los estimadores Ỹful (con

respuesta completa, no computable), Ỹcal (estimador de calibración basado en un
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3.2 La calibración para el ajuste de sesgo de no respuesta

vector xk) y Ỹexp (basado en el vector auxiliar xk = 1 con no respuesta, compu-
table) ocupan la posición que muestran la Figura 3.1.

Figura 3.1: Comparativa de estimadores según sesgo

El objetivo entonces será encontrar vectores xk que hagan ∆A grande. Exacta-
mente, ∆A se define como

∆A =
Ỹexp − Ỹcal

N̂
, (3.16)

y se demuestra (véase Särndal y Lundstöm (2010)[55]) que la desviación ∆A se
puede escribir como:

∆A = (x̄r;d − x̄s;d)
′Bx, (3.17)

lo cual permite definir los indicadores que vemos a continuación.

Definición de indicadores
Esta desviación nos va a permitir controlar cual de las variables x son las más
efectivas. Podemos factorizar ∆A/Sy como

∆A/Sy = −Ry,m × cvm. (3.18)

Dos factores multiplicativos simples determinan ∆A/Sy: el coeficiente de va-
riación cvm, independiente de yk, calculado solamente sobre xk, y el coeficiente de
correlación (positivo o negativo) Ry,m. Otra tipo de factorización de ∆A/Sy es

∆A/Sy = F ×Ry,x × cvm. (3.19)

dondeRy,x =
√
R2
y,x es el coeficiente de correlación múltiple entre y y x,R2

y,x es la
proporción de la y-varianza S2

y explicada por el predictor x, tal que |Ry,m| ≤ Ry,x

para cualquier vector x y variable y y F = −Ry,m
Ry,x

con −1 ≤ F ≤ 1.
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Como cvm y Ry,x son términos no negativos, mientras que Ry,m y F pueden

tener cualquier signo (o ser cero), se toma:

|∆A|/Sy = |Ry,m| × cvm = |F | ×Ry,x × cvm. (3.20)

A partir de (3.18) se deduce que 0 ≤ |∆A|/Sy ≤ cvm para cualquier variable y.

En cambio la desigualdad |∆A|/Sy ≤ Ry,x×cvm si depende de la variable y. Notar

que todas las cantidades Sy, cvm, Ry,x, Ry,m y F se pueden calcular fácilmente en

una encuesta. cvm y Ry,x aumentan al introducir nuevas variables en el vector aun-

que Ry,m puede no aumentar. Sin embargo, aunque se puede calcular la desviación

∆A para cualquier vector x y cualquier conjunto (s, r), ésta no proporciona infor-

mación de la proporción de sesgo. Principalmente ∆A proporciona herramientas

para el cálculo de indicadores que proporcionen una comparación de las variables

auxiliares. Las definiciones de cada indicador se dan a continuación.

A partir de (3.18), se define

H0 = ∆A/Sy = −Ry,m × cvm. (3.21)

La relación entre el promedio deH0 y la desviación media Ỹcal−Y (que mide el

sesgo de Ỹcal) es lineal y casi perfecta cuando se produce cambios en las variables

auxiliares, independientemente de la distribución de respuesta que genera r en s.

Ya que H0 puede tener cualquier signo, es práctico trabajar con su valor absoluto,

lo que proporciona el indicador H1:

H1 = |∆A|/Sy = |Ry,m| × cvm. (3.22)

A partir de (3.19) y (3.20), se definen H2 y H3 como:

H2 = Ry,x × cvm; (3.23)

H3 = cvm. (3.24)

De estas alternativas, H1 está motivada por su relación directa con ∆A, que se

desea que sea la mayor posible, para una determinada variable y. Una razón de peso

para considerar H3 es su independencia de todas las variables y de la encuesta. El
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3.2 La calibración para el ajuste de sesgo de no respuesta

indicador de H2 es una alternativa ad-hoc, aunque H2 depende del coeficiente de

correlación múltiple Ry,x, y por tanto es menos apropiado que H1 debido a que la

razón F = −Ry,m/Ry,x puede variar considerablemente de un vector x a otro. En

contra de lo que sucede para H1 tanto H2 y H3 aumentan cuando se añaden más

variables x al vector x.

Construcción del vector auxiliar

La información auxiliar se transmite por un vector auxiliar xk cuyo valor es cono-

cido por todos los elementos de la respuesta, k ∈ r, pero existe información para

un conjunto mayor que r. Esta información contribuirá tanto a la protección contra

la falta de respuesta como a la reducción de la varianza.

Las fuentes de información oficiales disponibles proporcionan una rica fuente

de información auxiliar, en particular para las encuestas sobre individuos y hoga-

res. Estos registros contienen muchas variables x potenciales entre las que elegir

para formar diferentes vectores x. Los indicadores (3.21) a (3.24) proporcionan he-

rramientas computacionales para la obtención de un orden de preferencias de los

vectores x, con el objetivo de reducir tanto como sea posible el sesgo que queda en

el estimador de calibración. Podemos encontrar dos posibles escenarios:

• Caso 1: Debido a que el sesgo que produce el estimador de calibración de-

pende de la variable y (algunas variables y son más propensas que otras al

sesgo), se selecciona una variable y especı́fica de la encuesta y buscamos

identificar un vector x que reduzca el sesgo de esta variable tanto como

sea posible. Para este propósito se utiliza el indicador dependiente de la va-

riable y, H1 = |∆A|/Sy = |Ry,m| × cvm, y se elige el vector x a fin de

que H1 sea lo mayor posible. Una alternativa ad hoc es utilizar el indicador

H2 = Ry,x × cvm y tratar de que sea lo mayor posible.

• Caso 2: El objetivo es identificar un vector x eficiente para todas o la mayorı́a

de las variables y de la encuesta. Este caso sugiere tomar el indicador H3 =

cvm para elegir aquél vector x que maximize H3. Notar que la varianza de

los factores de ajuste S2
m = H2

3/P
2 también se puede utilizar en el mismo

sentido, es decir, que la variable mk se puede considerar como un predictor
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de la inversa de la probabilidad de respuesta desconocida y que la elección

del vector x a partir de S2
m provoca una reducción del sesgo en el estimador

de calibración, con independencia de la variable y.

Para cada escenario se pueden distinguir dos procedimientos:

• Se toman todos los vectores propuestos como variables auxiliares: Se selec-

ciona una lista de vectores x candidatos en base a un indicador. Se calcula el

indicador elegido para cada vector x, y se conforma el vector con aquellos

vectores x cuyo valor del indicador sea más alto. El vector x resultante puede

no ser el mismo para H1 (que refiere a una variable y especı́fica) como para

H3 (que busca un compromiso para todos las variables y en la encuesta).

• Se eligen las variables auxiliares en un procedimiento paso a paso: Supon-

gamos que existe una colección disponible de variables x. A partir de ellas

construimos el vector x paso a paso seleccionando de entre las variables x

disponibles una variable cada vez. Este proceso se realizará a partir de los

valores del indicador elegido, que indica la inclusión (o exclusión) de una

variable x dada en un paso determinado. Los indicadores H1, H2 y H3, en

general, no proporcionan la misma selección de variables.

Por ejemplo, consideremos dos x-vectores, x1k y x2k, de manera que x2k

esta compuesto de x1k y un vector adicional x+k: x2k = (x′1k,x
′
+k)
′, de

manera que la transición de x1k a x2k incrementa el valor de H2 y H3. En

cada paso del procedimiento de selección (hacia adelante) seleccionamos la

variable que tenga el mayor aumento de H2 o H3, aunque la incorporación

no garantiza un aumento del valor del indicadorH1 (el más apropiado en este

caso).

3.3 Aplicación a la selección de la información auxi-
liar en la encuesta PISA
En esta sección, evaluamos el comportamiento empı́rico de los indicadores pro-

puestos para la elección de aquellas variables auxiliares que reducen el sesgo de la
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variable de interés a través de un estudio de simulación. Para ello partimos de los

supuestos descritos en la sección 3.2.3 (Caso 1, Procedimiento 2) es decir partimos

de la elección de una variable y especı́fica de la encuesta para la que queremos

identificar un vector x que reduzca el sesgo de no respuesta. Para ello vamos a to-

mar una colección disponible de variables x y a partir de ellas construir un vector

x seleccionando de entre las variables x disponibles una variable paso a paso. Este

proceso se realizará partiendo de los valores del indicador elegido (el valor máximo

de cada indicador).

Población de estudio

La población utilizada en este estudio de simulación es la del Programme for In-

ternational Student Assessment (PISA) descrita en el capı́tulo 2. El conjunto de

microdatos del informe PISA-España contiene información sobre las pruebas que

se llevaron a cabo en 686 escuelas, con la participación de 19.604 estudiantes. Se

consideraron las unidades sin datos faltantes para las variables auxiliares (variables

x) y con datos faltantes para las variables de interés, obteniendo de este modo una

población de tamañoN = 17,463 estudiantes agrupados enNI = 686 centros. Hay

que tener en cuenta que la población difiere de la vista en el capı́tulo 2 ya que en

esta se ha tenido en cuenta tres nuevas variables.

Variables de estudio

Para este estudio se han seleccionado tres variables de interés, las dos primeras

pertenecientes al primer estudio: la variable cualitativa dicotómica “Estudiar una

carrera de ciencias en el futuro” , la variable cuantitativa “puntuación en matemáti-

cas”, y como tercera una dicotómica “recibe clases particulares de ciencias”.

Variables auxiliares

Como información auxiliar a nivel unidad elegimos el género (masculino y feme-

nino), el nivel educativo de la madre, el nivel educativo del padre y el mayor nivel

educativo de los padres con las categorı́as: sin estudios, educación primaria, edu-

cación secundaria y estudios superiores, y tres variables dicotómicas relacionadas
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con si el padre, la madre o alguien en el hogar tiene un empleo relacionado con las

ciencias (Si, No). Todas las variables son del tipo xok.

Las variables auxiliares se han enumerado como: sexo (4), nivel educativo padre

(5), nivel de estudios del madre (6), mayor nivel educativo (7), el trabajo del padre

está relacionado con la ciencia (8), el trabajo de la madre está relacionado con la

ciencia (9) y el trabajo de algún miembro del hogar está relacionado con la ciencia

(10).

Elección del vector auxiliar

Para la elección del vector auxiliar, dada una variable de interés, se han realizado

1000 repeticiones con muestras de centros de diferentes tamaños, calculando en

cada repetición todos los indicadores H0, H1, H2 y H3. En cada repetición, cada

indicador sugiere que sea seleccionada una variable. Finalmente, las variables son

ordenadas de acuerdo a la frecuencia con la que han sido seleccionadas.

Se han realizado dos tipos de simulaciones:

• En la primera, la variable de interés es “Puntuación en matemáticas”. La

falta de respuesta se ha forzado de manera aleatoria para los valores 20 %,

30 %, 40 % y 50 %, multiplicando la variable de interés original, con respues-

ta completa, por un vector de unos, creado de manera aleatoria, con una falta

de respuesta forzada del 20 %, 30 %, 40 % y 50 %. Los tamaños de muestra

de centros son: 10, 20, 30, 40, 50 y 100.

• En la segunda, las variables de interés son “Carrera ciencias” y “Clases parti-

culares”. La falta de respuesta real es del 11,5 % y 23.92 %, respectivamente.

Los tamaños de muestra de centros son: 10, 20, 30, 40, 50 y 100.

Se ha llevado a cabo la selección “hacia adelante” de la siguiente manera: Pri-

meramente se ha seleccionado el vector auxiliar trivial xk = 1, y se ha calculado

el valor del indicador para cada una de las P variables auxiliares; seleccionando la

variable que produce el mayor valor para cada indicador, este proceso se ha realiza-

do una vez para cada simulación, eligiendo de entre todas las variables aquella que

con mayor frecuencia era seleccionada en las 1000 simulaciones. En el segundo

paso, el valor del indicador se calcula con las P − 1 variables restantes formando
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matrices cuyas columnas contienen la variable seleccionada en el paso 1 y una de
las variables restantes. Al igual que anteriormente se selecciona la variable que da
el mayor valor para cada indicador y ası́ sucesivamente en los siguientes pasos. Hay
que destacar que el orden de selección es diferente para cada indicador.

Estimadores y medidas de referencia

Una vez seleccionadas las variables, se trata de comprobar con las simulaciones,
cómo se reduce el sesgo de no respuesta. Se calcula con ese fin la estimación por
calibración Ỹcal con la variable elegida (comenzando con la primera variable auxi-
liar elegida, siguiendo con la primera y la segunda variables, y ası́ sucesivamente).
Además, se calcula la desviación relativa (DR), en el caso de no respuesta genera-
da, definida como:

DR =
(Ỹcal − Ỹful)

Ỹful
× 102. (3.25)

Tablas de resultados

Las Tablas 3.1 y 3.2 muestran el orden en el que las variables auxiliares: sexo(4),
nivel educativo padre (5), nivel de estudios del madre (6), mayor nivel educativo
(7), el trabajo del padre está relacionado con la ciencia (8), el trabajo de la madre
está relacionado con la ciencia (9) y el trabajo de algún miembro del hogar está re-
lacionado con la ciencia (10), han sido seleccionadas por cada indicador con mayor
frecuencia, de entre 1000 repeticiones. Las tablas también muestran el número de
conglomerados (centros) seleccionados y el promedio de individuos (alumnos) en
las 1000 simulaciones. La Tabla 3.1 para la variable principal puntuación en ma-
temáticas, con unas tasas de no respuesta generadas del 11.5 % y del 23.92 % y la
Tabla 3.2 para las variables principales: Carrera ciencias (con una tasa de no res-
puesta real del 11.5 %) y Clases particulares (con una tasa de no respuesta real del
23.92 %)

La Tabla 3.3 muestran la estimación por calibración, la desviación relativa (DR)
y los indicadores H0 y H1 H2 y H3 para la variable de interés puntuación en ma-
temáticas, con las variables que propone la Tabla 3.1 con el indicador H3 y para las
tasas de respuesta antes citadas del 11.5 % y del 23.92 %.
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El estudio anterior sobre la frecuencia más alta en las repeticiones sobre el
orden de selección de la variables se ha llevado a cabo para todas las variables
principales y para tasas de no respuesta de entre el 20 % hasta el 50 %, y se incluyen
algunos resultados en el anexo como Tablas A.1 y A.2 y las Tablas desde la A.15 a
la A.18.

Una vez sugerido ese orden por simulación, los resultados que muestran la re-
lación de la estimación por calibración con el valor del indicador correspondiente
y con la desviación relativa, se han incluido en el anexo en las Tablas desde la A3
a la Tabla A10.

Las Tablas de A.11 a A.14 muestran la estimación por calibración, la desvia-
ción relativa (DR) y los indicadores H0 y H1 H2 y H3 para la variable de interés
puntuación en matemáticas y las tasas de respuesta del 11.5 % y del 23.92 %, con
las variables propuestas por la tabla 3.1.

Comentarios sobre la selección de variables

Todas las tablas muestran, incluso para tamaños de conglomerados pequeños, una
cierta estabilización a la hora de elección de aquellas variables auxiliares, sea cual
sea el indicador usado, que han de reducir el sesgo de no respuesta. En el indicador
H3, independiente de la variable de interés, destacan aquellas variables auxiliares
ligadas al sexo y a la relación de los trabajos de los padres con las ciencias. Para los
indicadores dependientes de la variable de interés, aparece además en ocasiones el
nivel de estudios del padre.

Para comprobar el comportamiento del estimador de calibración con falta de
respuesta para las variables seleccionadas se han calculado diferentes ejemplos para
cada una de los tamaños de conglomerados, faltas de respuestas y variables de
interés. Para cada ejemplo, como se muestra en la Tabla 3.3, se ha calculado el
indicador correspondiente para cada variable paso a paso, teniendo en cuenta que
la primera fila hace referencia a la primera variable auxiliar elegida, la segunda fila
a la primera más la segunda y ası́ sucesivamente. El estimador de calibración Ỹcal
y la desviación relativa (DR) definida como (Ỹcal−Ỹful)

Ỹful
× 102 se muestran también

en la Tabla 3.3. Hay que tener en cuenta que en un entorno de encuesta real, DR es
desconocida. Otros ejemplos con distintas faltas de respuesta se muestran el Anexo
??.
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En el ejemplo concreto de la Tabla 3.3, con falta de respuesta del 11.5 % y

23.93 % y un tamaño de 100 centros (2500 alumnos), se muestran los diferentes

indicadores, de H0 a H3. En estos indicadores se observan similares tendencias,

por ejemplo para H1 se muestra una reducción mayor de DR cuando se van acu-

mulando las variables auxiliares hasta que aparece la variable número 5 (Nivel

educativo del padre) en el que se observa una desaceleración de la disminución de

DR, cuando la tasa de no respuesta es la menor. Cuando la tasa de respuesta es

mayor la variable número 5 ocupa el primer lugar. Para H2 ocurre algo diferente a

H1 si la tasa de respuesta es más alta y algo más similar si la tasa de respuesta es

la más baja. Para para H3 se muestra una reducción mayor de DR cuando se van

acumulando las variables auxiliares hasta que aparece la variable número 5 (Nivel

educativo del padre) en el que se observa una desaceleración de la disminución de

DR, independientemente de la tasa de respuesta. Además las Tablas A.15 a A.18

sugieren la inclusión de la variable (5), nivel educativo del padre, según el estudio

más completo de todas las simulaciones realizadas que se encuentra en el Anexo

A.

Estimaciones

Atendiendo al criterio H3 con un tamaño de muestra mayor de la Tabla 3.1, junto

con las variaciones de la DR de la Tabla 3.3, se han elegido como variables auxi-

liares: sexo (4), nivel educativo padre (5), si el trabajo del padre está relacionado

con la ciencia (8), si el trabajo de la madre está relacionado con la ciencia (9) y

si el trabajo de algún miembro del hogar está relacionado con la ciencia (10). Con

éstas variables se han conseguido las estimaciones por calibración de la Tabla 3.4

con la muestra completa del informe PISA. Para los totales poblacionales, debido

a la complejidad de encontrar algunos de ellos, se han estimado con el estimador

de Horvitz-Thompson con la muestra completa.

Esta tabla también incluye los resultados propuestos por la OCDE en el Informe

Español PISA (2007)[30], que indican que el 28 % de los alumnos de 15 años en

España tienen la intención de estudiar una carrera cientı́fica, que el 13,1 % recibe

clases particulares de ciencias y el rendimiento de los alumnos en matemáticas en

España y en diez comunidades autónomas.
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Comentarios sobre las estimaciones

En resumen, este capı́tulo muestra la posibilidad de tratar situaciones en las que
podemos considerar muchos vectores auxiliares alternativos (vectores x) dentro de
una encuesta para su uso en estimaciones a partir del estimador de calibración. La
idea principal ha sido utilizar los indicadores descritos por Särndal y Lundström
(2010)[55] para realizar una elección apropiada del vector x con el fin de reducir
el sesgo lo máximo posible.

El indicador H1 es el idóneo si el estudio es para una variable de interés y en
particular, mientras que el indicador de H3 es el que mejor se adapta a la elección
de un conjunto de variables auxiliares para cualquier variable de interés, ya que
sólo depende de las varaibles auxiliares xk pero no de y.

Sobre los resultados obtenidos con las estimaciones destacar que no dispone-
mos de resultados regionales para la variables “estudiar ciencias en el futuro” y
“recibir clases particulares”. Las estimaciones por calibración aumentan en casi
todos los pasos con lo que no influyen en el orden que ocupan las regiones si se
ordenan por puntuación en matemáticas.

Con este ejemplo se pone de manifiesto la importancia de considerar la infor-
mación auxiliar y como hacerlo mediante calibración. En una situación más ideal
se podrı́a disponer de una información auxiliar mejor, más relacionada con las va-
riables de interés, bien sea al mismo nivel que para la variable de interés (aspectos
relacionados con estudiantes, con su familia, etc.) o a nivel centro (dotaciones pre-
supuestarı́as, ratio profesor alumno, etc.) que desde un punto de vista más experto
se crea que puede influir o estar relacionada con el rendimiento.

En este sentido tendrı́a interés probar con las variables que el último informe
PISA[43] sugiere que más influyen en el rendimiento, tales como el nivel socio-
económico del alumno o del profesor, el ratio alumno por aula o la autonomı́a del
centro.
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Tabla 3.1: Frecuencia en el orden de selección de las variables auxiliares. Indicadores
H0, H1, H2 y H3. Promedio de estudiantes (n) en (m) centros. Variables principales:
Puntuación matemáticas (falta de respuesta simulada: 11,5 % y 23,92 %).

PUNTUACIÓN MATEMÁTICAS PUNTUACIÓN MATEMÁTICAS

11,5 % 23,92 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254,6 10 6 8 10 9 5 7 4 9 8 10 4 5 6 7
508,8 20 4 8 10 9 5 6 7 4 9 8 10 5 6 7
761,1 30 4 8 10 9 5 6 7 4 9 8 10 5 6 7

1019,1 40 4 8 10 9 5 6 7 4 9 8 10 5 6 7
1273,7 50 4 8 10 9 5 6 7 4 9 8 10 5 6 7
2545,5 100 4 8 10 9 5 6 7 4 9 8 10 5 6 7

H1

254,6 10 4 9 8 10 5 6 7 5 9 10 8 6 7 4
508,8 20 4 8 10 9 5 6 7 4 9 8 10 5 6 7
761,1 30 4 9 8 10 5 6 7 5 9 10 8 6 7 4

1019,1 40 4 9 8 10 5 6 7 5 9 10 8 6 7 4
1273,7 50 4 9 8 10 5 6 7 5 9 10 8 6 7 4

2545,58 100 4 9 8 10 5 6 7 5 9 10 8 6 7 4

H2

254,6 10 4 5 7 6 9 10 8 4 5 7 6 9 8 10
508,8 20 4 5 7 6 9 10 8 4 5 7 6 9 10 8
761,1 30 4 5 7 6 9 10 8 4 5 7 6 8 10 9

1019,1 40 4 5 9 10 8 7 6 4 5 7 6 9 10 8
1273,7 50 4 5 9 10 8 7 6 5 4 7 6 8 10 9
2545,5 100 4 5 9 10 8 7 6 5 4 7 6 9 10 8

H3

254,6 10 4 9 8 10 5 6 7 4 9 8 10 5 6 7
508,8 20 4 9 8 10 5 6 7 4 9 8 10 5 6 7
761,1 30 4 9 8 10 5 6 7 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7 4 9 8 10 5 6 7
1273,7 50 4 9 8 10 5 6 7 4 9 8 10 5 6 7
2545,5 100 4 9 8 10 5 6 7 4 9 8 10 5 6 7
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3. INFORMACIÓN AUXILIAR EN ENCUESTAS CON FALTA DE
RESPUESTA

Tabla 3.2: Frecuencia en el orden de selección de las variables auxiliares. Indicadores
H0, H1, H2 y H3. Promedio de estudiantes (n) en (m) centros. Variables principa-
les: Carrera ciencias (falta de respuesta real: 11,5 %) y Clases particulares (falta de
respuesta real: 23.92 %).

CARRERA CIENCIAS CLASES PARTICULARES

11,5 % 23,92 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254,6 10 5 10 8 9 4 7 6 4 9 8 10 5 6 7
508,8 20 5 10 8 9 4 7 6 4 8 9 10 5 6 7
761,1 30 10 9 8 4 5 7 6 5 9 10 8 6 7 4

1019,1 40 5 10 8 9 4 7 6 5 9 10 8 6 7 4
1273,7 50 10 9 8 4 5 7 6 4 8 9 10 5 6 7
2545,5 100 10 9 8 4 5 7 6 4 8 9 10 5 6 7

H1

254,6 10 5 10 8 9 4 6 7 8 9 10 5 6 7 4
508,8 20 5 10 8 9 4 7 6 4 8 9 10 5 6 7
761,1 30 5 10 8 9 4 7 6 5 9 10 8 6 7 4

1019,1 40 5 10 8 9 4 7 6 8 9 10 5 6 7 4
1273,7 50 5 10 8 9 4 7 6 4 8 9 10 5 6 7
2545,5 100 10 9 8 4 5 7 6 4 8 9 10 5 6 7

H2

254,6 10 4 5 6 7 9 10 8 4 6 7 8 5 10 9
508,8 20 6 5 9 10 8 7 4 4 9 6 7 5 8 10
761,1 30 6 5 7 9 10 8 4 4 6 8 9 10 7 5

1019,1 40 6 5 9 10 8 7 4 4 6 7 8 9 10 5
1273,7 50 6 5 9 10 8 7 4 8 4 6 9 10 7 5
2545,5 100 6 5 9 10 8 7 4 4 6 7 8 9 10 5

H3

254,6 10 4 9 8 10 5 6 7 4 9 8 10 5 6 7
508,8 20 4 9 8 10 5 6 7 4 9 8 10 5 6 7
761,1 30 4 9 8 10 5 6 7 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7 4 9 8 10 5 6 7
1273,7 50 4 9 8 10 5 6 7 4 9 8 10 5 6 7
2545,5 100 4 9 8 10 5 6 7 4 9 8 10 5 6 7
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Tabla 3.3: Estimador de calibración Ỹcal, Desviación relativa (DR) e Indicadores H0,
H1, H2 y H3. Falta de respuesta 11,5 % y 23,92 %. Variable de interés: Puntuación
matemáticas. m=100

PUNTUACIÓN MATEMÁTICAS PUNTUACIÓN MATEMÁTICAS

11,5 % 23,92 %

v.a. Hi × 103 Ỹcal × 10−3 DR v.a. Hi × 103 Ỹcal × 10−3 DR

H0

4 177.866 8431.980 0.175 4 176.202 8438.939 0.174
8 192.734 8441.939 0.174 9 191.197 8444.336 0.174
10 242.765 8444.344 0.174 8 231.513 8453.042 0.173
9 585.536 8444.340 0.174 10 577.828 8456.761 0.172
5 585.534 8969.759 0.122 5 580.297 8978.400 0.121
6 587.102 9046.449 0.115 6 586.077 9039.126 0.115
7 593.600 9069.240 0.112 7 589.660 9061.712 0.113

H1

4 177.866 8431.980 0.175 5 176.202 8739.512 0.145
9 192.734 8436.172 0.174 9 247.919 8746.225 0.144
8 242.765 8443.691 0.174 10 278.277 8757.569 0.143
10 585.536 8444.340 0.174 8 374.700 8762.723 0.142
5 585.960 8969.759 0.122 6 378.122 8907.962 0.128
6 590.865 9046.449 0.115 7 385.653 8953.688 0.124
7 593.600 9069.240 0.112 4 390.110 9061.712 0.113

H2

4 6.067 8431.980 0.175 5 8.158 8739.512 0.145
5 6.853 8959.013 0.123 4 8.236 8970.380 0.122
9 8.426 8962.070 0.123 7 8.506 9051.186 0.114
10 8.319 8969.148 0.122 6 9.762 9052.728 0.114
8 9.185 8969.759 0.122 9 9.926 9058.470 0.113
7 10.351 9063.841 0.113 10 12.013 9060.850 0.113
6 8.019 9069.240 0.112 8 13.511 9061.712 0.113

H3

4 179.008 8431.980 0.175 4 181.175 8438.939 0.174
9 186.783 8436.172 0.174 9 189.546 8444.336 0.174
8 207.701 8443.691 0.174 8 211.827 8453.042 0.173
10 330.707 8444.340 0.174 10 332.558 8456.761 0.172
5 330.852 8969.759 0.122 5 332.252 8978.400 0.121
6 332.542 9046.449 0.115 6 333.327 9039.126 0.115
7 333.473 9069.240 0.112 7 334.353 9061.712 0.113
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Tabla 3.4: Población PISA-ESPAÑA. Estimaciones por calibración a partir de las varia-
bles auxiliares proporcionadas por H3. Variables auxiliares: sexo (4), nivel educativo
padre (5), el padre tiene un trabajo relacionado con la ciencia (8), la madre tiene un
trabajo relacionado con la ciencia (9), algún miembro del hogar tiene un trabajo rela-
cionado con la ciencia (10).

PUNTUACIÓN CARRERA CLASES

MATEMÁTICAS CIENCIAS PARTICULARES

m n PISA Ỹcal Ỹcal Ỹcal

686 17,463 España 480 497 28,50 % 17,40 %
52 1,325 Andalucı́a 463 474 28,30 % 16,47 %
54 1,346 Cataluña 488 493 28,68 % 21,19 %
55 1,420 Galicia 494 497 28,58 % 16,37 %
53 1,392 Asturias 497 500 27,64 % 20,62 %
140 3,473 Paı́s Vasco 501 503 28,71 % 17,24 %
56 1,335 Cantabria 502 510 28,23 % 15,17 %
56 1,367 Aragón 513 521 30,91 % 17,65 %
58 1,405 Navarra 515 519 28,44 % 20,82 %
53 1,339 Castilla y León 515 517 26,28 % 16,24 %
45 1,198 La Rioja 526 531 30,38 % 13,32 %

(*) Los datos del informe PISA dan para la variable Carrera ciencias una estimación
del 28 % y del 13,1 % para la variable Clases particulares.
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[16] ESTEVÁO, V.M. y SÄRNDAL, C.E. (2006). Survey estimates by calibration

on complex auxiliary information. INTERNATIONAL STATISTICAL REVIEW,

74, 127-147. ix, 35, 38, 44, 54

[17] GERSHUNSKAYA, J., JIANG, J. y LAHIRI, P. (2009). Resampling methods

in surveys in Handbook of Statistics. SAMPLE SURVEYS: INFERENCE AND

ANALYSIS, Vol. 29B. D. Pfeermann y C.R. Rao (editors), The Netherlands:

North-Holland. 53

94



BIBLIOGRAFÍA
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A. ANEXO. TABLAS CAPÍTULO 3

Tabla A.1: Frecuencia en el orden de selección de las variables auxiliares. Indicadores
H0, H1, H2 y H3. promedio de estudiantes (n) en (m) centros. Variables principales:
Puntuación matemáticas (falta de respuesta simulada: 20 % y 30 %).

PUNTUACIÓN

MATEMÁTICAS

20 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254,6 10 4 9 8 10 5 6 7
508,8 20 6 8 10 9 5 7 4
761,1 30 4 8 9 10 5 6 7

1019,1 40 4 8 9 10 5 6 7
1273,7 50 4 8 9 10 5 6 7
2545,5 100 4 8 9 10 5 6 7

H1

254,6 10 4 9 8 10 5 6 7
508,8 20 6 8 10 9 5 7 4
761,1 30 6 8 10 9 5 7 4

1019,1 40 6 8 10 9 5 7 4
1273,7 50 6 8 10 9 5 7 4
2545,5 100 4 8 9 10 5 6 7

H2

254,6 10 4 5 7 6 9 10 8
508,8 20 4 5 9 10 8 7 6
761,1 30 4 5 9 10 8 7 6

1019,1 40 4 5 9 10 8 7 6
1273,7 50 4 5 9 10 8 7 6
2545,5 100 5 9 4 10 8 7 6

H3

254,6 10 4 9 8 10 5 6 7
508,8 20 6 8 10 9 5 7 4
761,1 30 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7
1273,7 50 6 8 10 9 5 7 4
2545,5 100 4 9 8 10 5 6 7

PUNTUACIÓN

MATEMÁTICAS

30 %

1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

4 9 10 8 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7

H1

4 9 10 8 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 8 9 10 5 6 7

H2

4 9 8 10 5 6 7
4 5 7 6 9 10 8
4 5 7 6 9 10 8
4 5 7 6 9 10 8
4 9 8 10 5 7 6
4 8 9 10 5 7 6

H3

4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
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Tabla A.2: Frecuencia en el orden de selección de las variables auxiliares. Indicadores
H0, H1, H2 y H3. promedio de estudiantes (n) en (m) centros. Variables principales:
Puntuación matemáticas (falta de respuesta simulada: 40 % y 50 %).

PUNTUACIÓN

MATEMÁTICAS

40 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254.600 10 4 9 8 10 5 6 7
508.800 20 4 8 9 10 5 6 7
761.100 30 4 8 9 10 5 6 7

1019.100 40 4 8 9 10 5 6 7
1273.700 50 4 8 9 10 5 6 7
2545.500 100 4 8 9 10 5 6 7

H1

254.600 10 4 9 8 10 5 6 7
508.800 20 4 9 10 8 5 6 7
761.100 30 4 8 9 10 5 6 7

1019.100 40 4 8 9 10 5 6 7
1273.700 50 4 8 9 10 5 6 7
2545.500 100 4 8 9 10 5 6 7

H2

254.600 10 4 5 7 6 9 10 8
508.800 20 4 5 7 6 9 10 8
761.100 30 4 5 7 6 9 10 8

1019.100 40 4 5 7 6 9 10 8
1273.700 50 4 5 7 6 9 10 8
2545.500 100 4 5 7 6 9 10 8

H3

254.600 10 4 9 8 10 5 6 7
508.800 20 4 8 9 10 5 6 7
761.100 30 4 9 8 10 5 6 7

1019.100 40 4 9 8 10 5 6 7
1273.700 50 4 9 8 10 5 6 7
2545.500 100 4 8 9 10 5 6 7

PUNTUACIÓN

MATEMÁTICAS

50 %

1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7

H1

4 9 8 10 5 6 7
6 8 10 9 5 7 4
5 9 10 8 6 7 4
5 9 10 8 6 7 4
5 9 8 10 4 6 7
5 9 8 10 4 6 7

H2

4 5 9 7 6 8 10
4 5 7 6 8 10 9
4 5 7 6 8 10 9
4 5 7 6 8 10 9
4 5 7 6 8 10 9
4 5 9 10 8 7 6

H3

4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
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Tabla A.3: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H0 y H1 (×103). Falta de respuesta 20 %. Variable de interés: Puntuación
matemáticas

v.a. H0 Ỹcal DR

m=10

4 206.206 8419.774 0.176
9 210.816 8443.220 0.174
8 276.026 8440.040 0.174
10 542.463 8440.440 0.174
5 542.706 8879.061 0.132
6 540.774 8986.413 0.121
7 555.016 8994.001 0.120

m=20

6 216.410 8692.607 0.109
8 280.252 8695.158 0.108
10 298.625 8697.738 0.108
9 347.469 8703.882 0.108
5 351.386 8780.497 0.100
7 353.030 8809.316 0.097
4 354.657 8909.457 0.086

m=30

4 238.699 8468.948 0.156
8 249.546 8473.399 0.155
9 302.726 8485.749 0.154
10 563.439 8485.374 0.154
5 563.192 8881.107 0.115
6 571.328 8961.828 0.107
7 574.261 8978.294 0.105

m=40

4 203.594 8384.385 0.152
8 212.878 8398.147 0.150
9 257.524 8404.889 0.150
10 543.891 8403.986 0.150
5 543.303 8843.997 0.105
6 547.691 8912.596 0.098
7 556.648 8926.863 0.097

m=50

4 203.130 8432.017 0.152
8 210.772 8446.876 0.151
9 254.798 8449.440 0.151
10 557.067 8451.319 0.150
5 558.299 8912.106 0.104
6 559.982 8979.220 0.097
7 569.729 8990.870 0.096

m=100

4 180.596 8428.725 0.175
8 195.171 8443.550 0.174
9 233.914 8451.824 0.173
10 567.114 8454.065 0.173
5 568.584 8962.212 0.123
6 574.009 9021.297 0.117
7 583.730 9043.525 0.115

v.a. H1 Ỹcal DR

m=10

4 206.206 8419.774 0.176
9 210.816 8443.220 0.174
8 276.026 8440.040 0.174
10 542.463 8440.440 0.174
5 542.706 8879.061 0.132
6 540.774 8986.413 0.121
7 555.016 8994.001 0.120

m=20

6 216.410 8692.607 0.109
8 280.252 8695.158 0.108
10 298.625 8697.738 0.108
9 347.469 8703.882 0.108
5 351.386 8780.497 0.100
7 353.030 8809.316 0.097
4 354.657 8909.457 0.086

m=30

6 238.699 8631.885 0.140
8 344.484 8635.986 0.139
10 378.196 8639.756 0.139
9 460.367 8641.825 0.139
5 461.731 8766.553 0.126
7 464.214 8817.724 0.121
4 466.916 8978.294 0.105

m=40

6 203.594 8615.645 0.128
8 290.365 8616.007 0.128
10 317.926 8618.481 0.128
9 404.725 8617.819 0.128
5 404.294 8751.188 0.114
7 405.904 8793.537 0.110
4 406.140 8926.863 0.097

m=50

6 203.130 8689.620 0.126
8 282.431 8691.824 0.126
10 306.454 8695.907 0.126
9 394.874 8698.570 0.125
5 396.621 8833.360 0.112
7 399.299 8869.982 0.108
4 400.745 8990.870 0.096

m=100

4 180.596 8428.725 0.175
8 195.171 8443.550 0.174
9 233.914 8451.824 0.173
10 567.114 8454.065 0.173
5 568.584 8962.212 0.123
6 574.009 9021.297 0.117
7 583.730 9043.525 0.115
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Tabla A.4: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H2 y H3 (×103). Falta de respuesta 20 %. Variable de interés: Puntuación
matemáticas

v.a. H2 Ỹcal DR

m=10

4 -18.146 8419.774 0.176
5 -19.533 8872.585 0.132
7 -17.143 8972.485 0.122
6 -15.243 8993.350 0.120
9 -12.284 8990.308 0.121

10 -9.314 8993.013 0.120
8 -3.754 8994.001 0.120

m=20

4 -10.529 8339.786 0.145
5 -7.721 8766.461 0.101
9 -4.563 8766.451 0.101

10 -5.066 8769.710 0.101
8 -2.722 8773.222 0.100
7 -2.785 8891.219 0.088
6 2.405 8909.457 0.086

m=30

4 2.449 8468.948 0.156
5 3.233 8876.855 0.115
9 5.432 8876.717 0.115

10 4.955 8880.016 0.115
8 8.172 8881.107 0.115
7 7.837 8970.756 0.106
6 14.572 8978.294 0.105

m=40

4 3.626 8384.385 0.152
5 4.533 8844.299 0.105
9 7.952 8843.487 0.105

10 7.661 8843.257 0.105
8 11.112 8843.997 0.105
7 10.264 8921.526 0.097
6 17.749 8926.863 0.097

m=50

4 3.664 8432.017 0.152
5 4.900 8908.603 0.104
9 5.948 8908.320 0.104

10 5.142 8909.122 0.104
8 8.112 8912.106 0.104
7 7.952 8984.117 0.097
6 14.866 8990.870 0.096

m=100

5 5.603 8729.213 0.146
9 5.963 8729.077 0.146
4 7.801 8956.883 0.123

10 7.346 8960.379 0.123
8 8.004 8962.212 0.123
7 6.768 9041.085 0.115
6 6.715 9043.525 0.115

v.a. H3 Ỹcal DR

m=10

4 193.668 8419.774 0.176
9 196.775 8443.220 0.174
8 226.903 8440.040 0.174

10 332.729 8440.440 0.174
5 331.412 8879.061 0.132
6 330.214 8986.413 0.121
7 330.400 8994.001 0.120

m=20

6 187.372 8692.607 0.109
8 212.591 8695.158 0.108

10 221.526 8697.738 0.108
9 245.196 8703.882 0.108
5 246.239 8780.497 0.100
7 247.411 8809.316 0.097
4 244.607 8909.457 0.086

m=30

4 204.770 8468.948 0.156
9 210.757 8485.090 0.154
8 231.948 8485.749 0.154

10 327.273 8485.374 0.154
5 327.292 8881.107 0.115
6 327.492 8961.828 0.107
7 328.641 8978.294 0.105

m=40

4 194.968 8384.385 0.152
9 200.653 8395.638 0.150
8 222.764 8404.889 0.150

10 328.841 8403.986 0.150
5 328.769 8843.997 0.105
6 330.358 8912.596 0.098
7 329.246 8926.863 0.097

m=50

6 191.795 8689.620 0.126
8 222.569 8691.824 0.126

10 233.935 8695.907 0.126
9 265.163 8698.570 0.125
5 265.810 8833.360 0.112
7 267.868 8869.982 0.108
4 268.785 8990.870 0.096

m=100

4 182.941 8428.725 0.175
9 190.951 8442.854 0.174
8 212.257 8451.824 0.173

10 332.859 8454.065 0.173
5 332.775 8962.212 0.123
6 334.523 9021.297 0.117
7 334.285 9043.525 0.115
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A. ANEXO. TABLAS CAPÍTULO 3

Tabla A.5: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H0 y H1 (×103). Falta de respuesta 30 %. Variable de interés: Puntuación
matemáticas

v.a. H0 Ỹcal DR

m=10

4 189.543 8458.822 0.173
9 188.720 8458.761 0.173
10 256.235 8491.394 0.169
8 513.935 8501.039 0.168
5 519.600 8939.798 0.126
6 538.767 9054.749 0.114
7 538.731 9053.347 0.114

m=20

4 183.338 8493.363 0.129
9 183.453 8493.308 0.129
8 244.010 8526.236 0.126
10 526.764 8526.088 0.126
5 526.671 8977.916 0.079
6 547.277 9074.682 0.069
7 547.243 9074.865 0.069

m=30

4 202.674 8633.028 0.139
9 216.482 8631.853 0.140
8 250.025 8647.719 0.138
10 487.313 8647.560 0.138
5 487.211 9017.768 0.101
6 497.381 9070.101 0.096
7 496.627 9091.643 0.094

m=40

4 188.309 8511.181 0.139
9 201.022 8513.411 0.139
8 240.336 8529.594 0.137
10 496.653 8531.371 0.137
5 497.790 8931.906 0.096
6 508.146 8993.340 0.090
7 509.573 9013.206 0.088

m=50

4 183.126 8544.351 0.141
9 194.738 8547.052 0.141
8 235.534 8571.341 0.138
10 504.693 8572.886 0.138
5 505.685 8992.132 0.096
6 521.279 9055.677 0.090
7 523.013 9073.764 0.088

m=100

4 169.933 8435.863 0.174
9 188.465 8439.758 0.174
8 230.229 8447.890 0.173
10 578.198 8448.395 0.173
5 578.524 8987.293 0.120
6 583.775 9051.974 0.114
7 586.290 9080.674 0.111

v.a. H1 Ỹcal DR

m=10

4 189.543 8458.822 0.173
9 188.720 8458.761 0.173
10 256.235 8491.394 0.169
8 513.935 8501.039 0.168
5 519.600 8939.798 0.126
6 538.767 9054.749 0.114
7 538.731 9053.347 0.114

m=20

4 183.338 8493.363 0.129
9 183.453 8493.308 0.129
8 244.010 8526.236 0.126
10 526.764 8526.088 0.126
5 526.671 8977.916 0.079
6 547.277 9074.682 0.069
7 547.243 9074.865 0.069

m=30

4 202.674 8633.028 0.139
9 216.482 8631.853 0.140
8 250.025 8647.719 0.138
10 487.313 8647.560 0.138
5 487.211 9017.768 0.101
6 497.381 9070.101 0.096
7 496.627 9091.643 0.094

m=40

4 188.309 8511.181 0.139
9 201.022 8513.411 0.139
8 240.336 8529.594 0.137
10 496.653 8531.371 0.137
5 497.790 8931.906 0.096
6 508.146 8993.340 0.090
7 509.573 9013.206 0.088

m=50

4 183.126 8544.351 0.141
9 194.738 8547.052 0.141
8 235.534 8571.341 0.138
10 504.693 8572.886 0.138
5 505.685 8992.132 0.096
6 521.279 9055.677 0.090
7 523.013 9073.764 0.088

m=100

4 169.933 8435.863 0.174
8 188.465 8446.430 0.173
9 230.229 8447.890 0.173
10 578.198 8448.395 0.173
5 578.524 8987.293 0.120
6 579.467 9051.974 0.114
7 586.290 9080.674 0.111
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Tabla A.6: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H2 y H3 (×103). Falta de respuesta 30 %. Variable de interés: Puntuación
matemáticas

v.a. H2 Ỹcal DR

m=10

4 -5.477 8458.822 0.173
9 -5.340 8458.761 0.173
8 -4.785 8500.752 0.169

10 16.625 8501.039 0.168
5 19.242 8939.798 0.126
6 11.969 9054.749 0.114
7 11.937 9053.347 0.114

m=20

4 -5.787 8493.363 0.129
5 -6.165 8973.537 0.080
7 -9.147 9047.465 0.072
6 -9.736 9060.142 0.071
9 -6.871 9071.747 0.070

10 -5.908 9074.692 0.069
8 8.471 9074.865 0.069

m=30

4 18.032 8633.028 0.139
5 17.753 9016.773 0.101
7 17.716 9086.240 0.094
6 19.127 9084.450 0.094
9 19.080 9091.646 0.094

10 20.462 9091.652 0.094
8 28.706 9091.643 0.094

m=40

4 20.481 8511.181 0.139
5 20.517 8929.883 0.096
7 18.192 9007.834 0.089
6 19.233 9007.922 0.089
9 19.238 9012.330 0.088

10 20.992 9013.054 0.088
8 27.180 9013.206 0.088

m=50

4 15.856 8544.351 0.141
9 15.924 8547.052 0.141
8 15.775 8571.341 0.138

10 24.235 8572.886 0.138
5 23.647 8992.132 0.096
7 16.965 9070.337 0.088
6 16.539 9073.764 0.088

m=100

4 7.434 8435.863 0.174
8 7.674 8446.430 0.173
9 9.017 8447.890 0.173

10 11.741 8448.395 0.173
5 11.732 8987.293 0.120
7 11.506 9078.813 0.111
6 10.605 9080.674 0.111

v.a. H3 Ỹcal DR

m=10

4 190.608 8458.822 0.173
9 189.852 8458.761 0.173
8 221.068 8500.752 0.169
10 332.343 8501.039 0.168
5 331.276 8939.798 0.126
6 329.179 9054.749 0.114
7 329.135 9053.347 0.114

m=20

4 192.151 8493.363 0.129
9 192.247 8493.308 0.129
8 225.858 8526.236 0.126
10 330.894 8526.088 0.126
5 330.855 8977.916 0.079
6 329.743 9074.682 0.069
7 329.716 9074.865 0.069

m=30

4 213.293 8633.028 0.139
9 219.139 8631.853 0.140
8 238.862 8647.719 0.138
10 333.762 8647.560 0.138
5 333.708 9017.768 0.101
6 333.375 9070.101 0.096
7 332.943 9091.643 0.094

m=40

4 200.102 8511.181 0.139
9 205.838 8513.411 0.139
8 228.518 8529.594 0.137
10 333.021 8531.371 0.137
5 332.781 8931.906 0.096
6 331.475 8993.340 0.090
7 331.983 9013.206 0.088

m=50

4 196.708 8544.351 0.141
9 202.267 8547.052 0.141
8 224.506 8571.341 0.138
10 331.616 8572.886 0.138
5 331.630 8992.132 0.096
6 331.016 9055.677 0.090
7 331.525 9073.764 0.088

m=100

4 177.676 8435.863 0.174
9 185.448 8439.758 0.174
8 207.544 8447.890 0.173
10 331.200 8448.395 0.173
5 331.299 8987.293 0.120
6 332.607 9051.974 0.114
7 333.393 9080.674 0.111
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Tabla A.7: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H0 y H1 (×103). Falta de respuesta 40 %. Variable de interés: Puntuación
matemáticas

v.a. H0 Ỹcal DR

m=10

4 256.681 8321.860 0.189
9 268.043 8317.444 0.189
8 342.754 8296.331 0.186
10 621.773 8298.712 0.187
5 623.251 8748.227 0.144
6 610.146 8868.591 0.133
7 607.405 8886.896 0.131

m=20

4 224.586 8268.120 0.155
8 217.632 8249.195 0.154
9 328.630 8249.237 0.154
10 652.815 8249.525 0.154
5 652.997 8761.100 0.102
6 653.024 8936.259 0.084
7 641.031 8925.285 0.085

m=30

4 239.555 8444.247 0.161
8 246.658 8430.148 0.160
9 323.345 8429.183 0.160
10 599.754 8427.599 0.160
5 598.742 8860.320 0.117
6 598.126 8980.376 0.105
7 589.120 8991.495 0.104

m=40

4 196.130 8362.451 0.156
8 203.756 8348.218 0.155
9 277.269 8347.792 0.155
10 596.307 8345.143 0.154
5 594.587 8836.742 0.106
6 594.310 8950.016 0.094
7 585.074 8961.766 0.093

m=50

4 192.141 8426.447 0.155
8 200.272 8414.839 0.154
9 267.387 8414.020 0.154
10 574.453 8412.969 0.153
5 573.773 8888.383 0.106
6 573.245 8992.295 0.096
7 565.747 9004.883 0.095

m=100

4 174.973 8395.457 0.178
8 188.115 8396.612 0.178
9 250.615 8398.234 0.178
10 597.425 8398.620 0.178
5 597.676 8930.983 0.126
6 598.733 9026.922 0.117
7 599.485 9047.095 0.115

v.a. H1 Ỹcal DR

m=10

4 256.681 8321.860 0.189
9 268.043 8317.444 0.186
8 342.754 8296.331 0.186
10 621.773 8298.712 0.188
5 623.251 8748.227 0.144
6 610.146 8868.591 0.133
7 607.405 8886.896 0.131

m=20

4 224.586 8268.120 0.152
9 217.632 8267.715 0.152
10 328.630 8251.780 0.150
8 652.815 8249.525 0.150
5 651.386 8761.100 0.102
6 641.288 8936.259 0.084
7 641.031 8925.285 0.085

m=30

4 239.216 8444.247 0.158
8 267.027 8444.247 0.158
9 599.754 8430.148 0.156
10 598.742 8429.183 0.156
5 598.126 8427.599 0.156
6 589.120 8948.487 0.108
7 589.120 8992.027 0.104

m=40

4 196.130 8362.451 0.156
8 203.756 8348.218 0.155
9 277.269 8347.792 0.155
10 596.307 8345.143 0.154
5 594.587 8836.742 0.106
6 594.310 8950.016 0.094
7 585.074 8961.766 0.093

m=50

4 192.141 8426.447 0.155
8 200.272 8414.839 0.154
9 267.387 8414.020 0.154
10 574.453 8412.969 0.154
5 573.773 8888.383 0.106
6 573.245 8992.295 0.096
7 565.747 9004.883 0.095

m=100

4 174.973 8395.457 0.178
8 188.115 8396.612 0.178
9 250.615 8398.234 0.178
10 597.425 8398.620 0.178
5 597.676 8930.983 0.126
6 598.733 9026.922 0.117
7 599.485 9047.095 0.115
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Tabla A.8: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H2 y H3 (×103). Falta de respuesta 40 %. Variable de interés: Puntuación
matemáticas

v.a. H2 Ỹcal DR

m=10

4 -19.346 8321.860 0.186
5 -19.500 8742.558 0.145
7 -8.681 8867.364 0.133
6 -15.745 8876.553 0.132
9 -11.827 8897.366 0.130

10 -18.364 8887.396 0.131
8 -10.791 8886.896 0.131

m=20

4 -11.125 8268.120 0.152
5 -10.007 8752.958 0.102
7 -4.186 8875.936 0.090
6 -8.896 8907.648 0.087
9 -5.466 8930.306 0.084

10 -6.211 8928.071 0.085
8 4.500 8925.285 0.085

m=30

4 2.365 8444.247 0.158
5 2.351 8853.176 0.118
7 11.246 8956.905 0.107
6 10.102 8972.262 0.106
9 11.298 8992.271 0.104

10 12.132 8991.490 0.104
8 18.813 8991.495 0.104

m=40

4 0.644 8362.451 0.154
5 0.186 8828.567 0.107
7 11.406 8932.859 0.096
6 11.576 8944.707 0.095
9 13.326 8962.082 0.093

10 11.528 8960.893 0.093
8 11.793 8961.766 0.093

m=50

4 1.120 8426.447 0.153
5 0.786 8875.858 0.108
7 9.526 8974.429 0.098
6 9.709 8984.821 0.097
9 11.147 9002.038 0.095

10 9.181 9003.663 0.095
8 10.549 9004.883 0.095

m=100

4 2.482 8395.457 0.178
5 2.256 8916.941 0.127
7 3.870 9021.988 0.117
6 6.722 9028.842 0.116
9 7.521 9037.128 0.116

10 6.694 9046.600 0.115
8 0.717 9047.095 0.115

v.a. H3 Ỹcal DR

m=10

4 223.719 8321.860 0.189
9 228.580 8317.444 0.189
8 253.512 8296.331 0.189

10 343.104 8298.712 0.188
5 343.420 8748.227 0.144
6 334.817 8868.591 0.133
7 327.132 8886.896 0.131

m=20

4 224.648 8268.120 0.154
8 218.123 8249.195 0.154
9 247.182 8249.237 0.154

10 332.005 8249.525 0.154
5 332.039 8761.100 0.102
6 331.980 8936.259 0.084
7 321.230 8925.285 0.085

m=30

4 222.467 8444.247 0.159
9 227.023 8441.452 0.159
8 248.399 8429.183 0.159

10 334.311 8427.599 0.159
5 333.112 8860.320 0.117
6 327.850 8980.376 0.105
7 325.470 8991.495 0.104

m=40

4 209.597 8362.451 0.156
9 214.203 8360.436 0.156
8 235.245 8347.792 0.155

10 334.182 8345.143 0.154
5 333.541 8836.742 0.106
6 328.603 8950.016 0.094
7 327.215 8961.766 0.093

m=50

4 207.120 8421.447 0.154
9 211.812 8423.286 0.154
8 231.372 8424.020 0.153

10 333.892 8424.969 0.153
5 333.661 8888.383 0.106
6 330.307 8992.295 0.096
7 328.406 9004.883 0.095

m=100

4 185.019 8395.457 0.178
8 192.571 8396.612 0.178
9 211.564 8398.234 0.178

10 332.527 8398.620 0.178
5 332.604 8930.983 0.126
6 332.945 9026.922 0.117
7 333.333 9047.095 0.115

109



A. ANEXO. TABLAS CAPÍTULO 3

Tabla A.9: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H0 y H1 (×103). Falta de respuesta 50 %. Variable de interés: Puntuación
matemáticas

v.a. H0 Ỹcal DR

m=10

4 247.456 8308.170 0.187
9 265.643 8285.006 0.190
8 310.678 8254.954 0.193
10 529.810 8252.752 0.193
5 528.467 8612.118 0.158
6 510.142 8685.972 0.150
7 496.017 8715.798 0.147

m=20

4 201.929 8308.539 0.148
9 241.917 8308.609 0.148
8 312.125 8302.369 0.149
10 539.405 8305.426 0.148
5 541.278 8676.212 0.110
6 537.454 8790.749 0.099
7 537.496 8855.987 0.092

m=30

4 219.927 8379.024 0.165
9 244.839 8384.668 0.164
8 294.387 8379.277 0.165
10 557.659 8378.563 0.165
5 557.217 8803.207 0.123
6 553.874 8883.124 0.115
7 557.374 8923.306 0.111

m=40

4 197.895 8349.664 0.155
9 216.326 8352.848 0.155
8 258.843 8354.303 0.155
10 542.028 8350.235 0.155
5 539.464 8799.447 0.110
6 540.381 8866.892 0.103
7 542.388 8896.128 0.100

m=50

4 197.616 8399.792 0.156
9 214.180 8401.249 0.155
8 265.189 8405.032 0.155
10 569.189 8404.271 0.155
5 568.701 8878.237 0.107
6 571.127 8957.765 0.099
7 572.062 8983.590 0.097

m=100

4 200.623 8395.959 0.178
9 221.476 8398.192 0.178
8 264.124 8416.769 0.176
10 602.183 8416.051 0.176
5 601.716 8935.497 0.125
6 613.806 9001.027 0.119
7 615.259 9033.068 0.116

v.a. H1 Ỹcal DR

m=10

4 247.456 8308.170 0.187
9 265.643 8285.006 0.190
8 310.678 8254.954 0.193
10 529.810 8252.752 0.193
5 528.467 8612.118 0.158
6 510.142 8685.972 0.150
7 496.017 8715.798 0.147

m=20

6 201.929 8588.440 0.119
8 284.081 8583.688 0.120
10 338.085 8592.917 0.119
9 368.300 8584.568 0.120
5 363.182 8633.861 0.115
7 368.839 8721.963 0.106
4 365.927 8855.987 0.092

m=30

5 219.927 8487.519 0.154
9 305.242 8489.873 0.154
10 354.168 8503.514 0.152
8 484.277 8496.925 0.153
6 480.192 8706.782 0.132
7 488.649 8785.697 0.124
4 490.109 8923.306 0.111

m=40

5 197.895 8501.890 0.140
9 286.767 8503.581 0.140
10 325.620 8512.801 0.139
8 438.535 8514.404 0.138
6 439.546 8693.521 0.120
7 445.358 8755.153 0.114
4 446.425 8896.128 0.100

m=50

5 197.616 8597.829 0.136
9 214.180 8602.097 0.135
8 265.189 8624.089 0.133
10 428.830 8623.104 0.133
4 428.199 8878.237 0.107
6 442.304 8957.765 0.099
7 445.041 8983.590 0.097

m=100

5 200.623 8701.381 0.148
9 221.476 8709.983 0.148
8 264.124 8713.578 0.147
10 408.358 8713.874 0.147
4 408.550 8935.497 0.125
6 410.890 9001.027 0.119
7 416.488 9033.068 0.116
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Tabla A.10: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H2 y H3 (×103). Falta de respuesta 50 %. Variable de interés: Puntuación
matemáticas

v.a. H2 Ỹcal DR

m=10

4 -30.618 8308.170 0.187
5 -25.672 8614.197 0.157
9 -11.858 8616.787 0.157
7 -8.964 8724.654 0.147
6 -6.321 8726.552 0.146
8 -10.759 8719.341 0.147

10 0.116 8715.798 0.147

m=20

4 -19.573 8308.539 0.148
5 -17.104 8680.216 0.110
7 -13.400 8870.050 0.090
6 -10.007 8860.833 0.091
8 -12.097 8860.105 0.091

10 -20.648 8861.845 0.091
9 -15.568 8855.987 0.092

m=30

4 -3.758 8379.024 0.165
5 -3.058 8802.831 0.123
7 -1.329 8918.087 0.111
6 5.459 8919.178 0.111
8 5.580 8920.715 0.111

10 4.921 8926.418 0.110
9 19.744 8923.306 0.111

m=40

4 0.179 8349.664 0.155
5 1.947 8801.151 0.109
7 3.876 8895.433 0.100
6 8.489 8896.340 0.100
8 8.739 8898.058 0.100

10 11.806 8900.472 0.099
9 20.543 8896.128 0.100

m=50

4 1.084 8399.792 0.156
5 1.083 8872.023 0.108
7 3.233 8972.854 0.098
6 7.656 8976.396 0.098
8 8.317 8981.059 0.097

10 9.498 8983.588 0.097
9 20.185 8983.590 0.097

m=100

4 3.160 8395.959 0.178
5 3.440 8932.775 0.126
9 6.260 8936.507 0.125

10 6.687 8937.014 0.125
8 6.758 8935.497 0.125
7 9.187 9031.883 0.116
6 9.499 9033.068 0.116

v.a. H3 Ỹcal DR

m=10

4 251.414 8308.170 0.187
9 255.143 8285.006 0.190
8 280.598 8254.954 0.193

10 373.122 8252.752 0.193
5 366.649 8612.118 0.158
6 354.625 8685.972 0.150
7 334.228 8715.798 0.147

m=20

4 229.287 8308.539 0.148
9 212.174 8308.609 0.148
8 244.551 8302.369 0.149

10 341.579 8305.426 0.148
5 333.016 8676.212 0.110
6 330.546 8790.749 0.099
7 330.570 8855.987 0.092

m=30

4 221.657 8379.024 0.165
9 228.028 8384.668 0.164
8 250.387 8379.277 0.165

10 337.044 8378.563 0.165
5 326.792 8803.207 0.123
6 325.041 8883.124 0.115
7 326.202 8923.306 0.111

m=40

4 197.899 8349.664 0.155
9 205.033 8352.848 0.155
8 228.654 8354.303 0.155

10 329.661 8350.235 0.155
5 328.043 8799.447 0.110
6 328.445 8866.892 0.103
7 328.531 8896.128 0.100

m=50

4 189.717 8399.792 0.156
9 196.236 8401.249 0.155
8 220.106 8405.032 0.155

10 325.557 8404.271 0.155
5 325.418 8878.237 0.107
6 326.409 8957.765 0.099
7 326.636 8983.590 0.097

m=100

4 177.669 8395.959 0.178
9 186.151 8398.192 0.178
8 209.493 8416.769 0.176

10 331.828 8416.051 0.176
5 331.476 8935.497 0.125
6 331.066 9001.027 0.119
7 331.567 9033.068 0.116
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Tabla A.11: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H0 y H1 (×103). Falta de respuesta 11,5 %. Variable de interés: Puntuación
matemáticas

v.a. H0 Ỹcal DR

m=10

6 161.363 8806.386 0.139
8 239.288 8807.478 0.139
10 249.328 8816.254 0.138
9 295.799 8819.412 0.137
5 297.709 8896.239 0.130
7 303.018 8912.837 0.128
4 303.678 9041.664 0.116

m=20

4 160.493 8441.227 0.134
8 165.060 8450.038 0.134
10 248.835 8451.968 0.133
9 532.971 8455.302 0.133
5 535.105 8899.328 0.087
6 536.340 9030.245 0.074
7 541.978 9037.383 0.073

m=30

4 208.056 8499.274 0.153
8 219.067 8505.819 0.152
10 280.254 8506.832 0.152
9 540.265 8509.660 0.152
5 542.091 8912.349 0.112
6 542.745 9007.112 0.102
7 546.971 9024.166 0.100

m=40

4 184.002 8415.270 0.148
8 196.438 8419.535 0.148
10 252.941 8420.157 0.148
9 544.299 8420.078 0.148
5 544.249 8871.986 0.102
6 544.650 8959.624 0.093
7 547.399 8978.912 0.091

m=50

4 181.913 8460.809 0.149
8 193.689 8472.063 0.148
10 245.485 8473.530 0.148
9 552.950 8473.859 0.148
5 553.163 8948.028 0.100
6 554.114 9027.909 0.092
7 561.412 9046.069 0.091

m=100

4 177.866 8431.980 0.175
8 192.734 8441.939 0.174
10 242.765 8444.344 0.174
9 585.536 8444.340 0.174
5 585.534 8969.759 0.122
6 587.102 9046.449 0.115
7 593.600 9069.240 0.112

v.a. H1 Ỹcal DR

m=10

4 161.363 8453.594 0.173
9 165.402 8462.873 0.172
8 232.670 8468.460 0.172
10 507.984 8468.622 0.172
5 508.082 8923.778 0.127
6 511.462 9034.988 0.116
7 517.074 9041.664 0.116

m=20

4 160.493 8441.227 0.134
8 165.060 8450.038 0.134
10 248.835 8451.968 0.133
9 532.971 8455.302 0.133
5 535.105 8899.328 0.087
6 536.340 9030.245 0.074
7 541.978 9037.383 0.073

m=30

4 208.056 8499.274 0.153
9 219.067 8505.037 0.152
8 280.254 8509.628 0.152
10 540.265 8509.660 0.152
5 540.286 8912.349 0.112
6 543.250 9007.112 0.102
7 546.971 9024.166 0.100

m=40

4 184.002 8415.270 0.148
9 196.438 8417.022 0.148
8 252.941 8420.391 0.148
10 544.299 8420.078 0.148
5 544.098 8871.986 0.102
6 546.270 8959.624 0.093
7 547.399 8978.912 0.091

m=50

4 181.913 8460.809 0.149
9 193.689 8462.925 0.149
8 245.485 8472.565 0.148
10 552.950 8473.859 0.148
5 553.789 8948.028 0.100
6 560.040 9027.909 0.092
7 561.412 9046.069 0.091

m=100

4 177.866 8431.980 0.175
9 192.734 8436.172 0.174
8 242.765 8443.691 0.174
10 585.536 8444.340 0.174
5 585.960 8969.759 0.122
6 590.865 9046.449 0.115
7 593.600 9069.240 0.112
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Tabla A.12: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H2 y H3 (×103). Falta de respuesta 11,5 %. Variable de interés: Puntuación
matemáticas

v.a. H2 Ỹcal DR

m=10

4 -12.257 8453.594 0.173
5 -12.325 8918.108 0.128
7 -11.292 9016.569 0.118
6 -12.169 9036.189 0.116
9 -7.365 9039.253 0.116

10 -0.259 9041.756 0.116
8 20.584 9041.664 0.116

m=20

4 -9.167 8441.227 0.134
5 -9.208 8896.204 0.088
7 -8.335 9005.768 0.077
6 -8.555 9028.116 0.074
9 -5.191 9035.543 0.074

10 2.369 9037.135 0.073
8 10.288 9037.383 0.073

m=30

4 7.905 8499.274 0.153
5 8.014 8909.360 0.112
7 10.145 9006.623 0.102
6 10.948 9016.094 0.101
9 12.376 9022.274 0.101

10 17.906 9024.221 0.100
8 24.240 9024.166 0.100

m=40

4 6.843 8415.270 0.148
5 8.129 8866.025 0.103
9 13.800 8868.891 0.103

10 13.432 8870.735 0.102
8 17.158 8871.986 0.102
7 18.186 8971.120 0.092
6 23.406 8978.912 0.091

m=50

4 9.000 8460.809 0.149
5 10.394 8941.039 0.101
9 12.285 8943.998 0.101

10 12.006 8946.368 0.101
8 14.363 8948.028 0.100
7 14.914 9038.366 0.091
6 18.375 9046.069 0.091

m=100

4 6.067 8431.980 0.175
5 6.853 8959.013 0.123
9 8.426 8962.070 0.123

10 8.319 8969.148 0.122
8 9.185 8969.759 0.122
7 10.351 9063.841 0.113
6 8.019 9069.240 0.112

v.a. H3 Ỹcal DR

m=10

4 190.960 8453.594 0.173
9 193.617 8462.873 0.172
8 219.194 8468.460 0.172

10 326.870 8468.622 0.172
5 327.016 8923.778 0.127
6 328.533 9034.988 0.116
7 331.462 9041.664 0.116

m=20

4 191.384 8441.227 0.134
9 194.392 8448.045 0.134
8 222.861 8454.909 0.133

10 327.519 8455.302 0.133
5 327.018 8899.328 0.087
6 328.592 9030.245 0.074
7 330.668 9037.383 0.073

m=30

4 206.376 8499.274 0.153
9 212.140 8505.037 0.152
8 231.005 8509.628 0.152

10 326.818 8509.660 0.152
5 326.687 8912.349 0.112
6 327.595 9007.112 0.102
7 329.256 9024.166 0.100

m=40

4 195.309 8415.270 0.148
9 200.736 8417.022 0.148
8 218.796 8420.391 0.148

10 328.150 8420.078 0.148
5 328.145 8871.986 0.102
6 328.831 8959.624 0.093
7 329.270 8978.912 0.091

m=50

4 190.546 8460.809 0.149
9 195.465 8462.925 0.149
8 214.038 8472.565 0.148

10 326.363 8473.859 0.148
5 326.507 8948.028 0.100
6 328.076 9027.909 0.092
7 328.495 9046.069 0.091

m=100

4 179.008 8431.980 0.175
9 186.783 8436.172 0.174
8 207.701 8443.691 0.174

10 330.707 8444.340 0.174
5 330.852 8969.759 0.122
6 332.542 9046.449 0.115
7 333.473 9069.240 0.112
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Tabla A.13: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H0 y H1 (×103). Falta de respuesta 23,92 %. Variable de interés: Puntuación
matemáticas

v.a. H0 Ỹcal DR

m=10

4 153.596 8589.568 0.160
9 150.358 8599.619 0.159
8 216.741 8605.040 0.158
10 455.334 8601.617 0.159
5 453.268 8996.849 0.120
6 456.540 9106.814 0.109
7 462.608 9101.449 0.110

m=20

4 185.474 8485.126 0.130
9 187.163 8495.493 0.129
8 273.805 8495.116 0.129
10 503.903 8496.291 0.129
5 504.663 8851.871 0.092
6 504.419 8985.762 0.079
7 511.127 8988.372 0.078

m=30

4 217.721 8560.109 0.147
9 224.309 8571.194 0.146
8 276.104 8572.289 0.146
10 516.223 8571.233 0.146
5 515.519 8931.239 0.110
6 516.249 9008.894 0.102
7 523.642 9018.770 0.101

m=40

4 208.850 8408.199 0.149
9 216.976 8411.225 0.149
8 266.961 8413.712 0.149
10 558.843 8414.425 0.149
5 559.315 8855.407 0.104
6 560.961 8930.926 0.096
7 562.964 8943.203 0.095

m=50

4 200.678 8489.334 0.147
9 206.548 8491.038 0.146
8 249.161 8493.653 0.146
10 545.590 8496.560 0.146
5 547.513 8944.606 0.101
6 549.244 9009.015 0.094
7 550.371 9017.887 0.093

m=100

4 176.202 8438.939 0.174
9 191.197 8444.336 0.174
8 231.513 8453.042 0.173
10 577.828 8456.761 0.172
5 580.297 8978.400 0.121
6 586.077 9039.126 0.115
7 589.660 9061.712 0.113

v.a. H1 Ỹcal DR

m=10

5 153.596 8636.576 0.155
9 274.465 8635.813 0.155
10 277.461 8639.685 0.155
8 431.552 8641.012 0.155
6 432.353 8896.266 0.130
7 434.691 8901.230 0.129
4 434.230 9101.449 0.110

m=20

4 185.474 8485.126 0.130
9 187.163 8495.493 0.129
8 273.805 8495.116 0.129
10 503.903 8496.291 0.129
5 504.663 8851.871 0.092
6 504.419 8985.762 0.079
7 511.127 8988.372 0.078

m=30

5 217.721 8535.969 0.149
9 353.952 8539.244 0.149
10 381.531 8542.231 0.149
8 530.922 8549.195 0.148
6 535.567 8773.173 0.126
7 537.559 8814.523 0.121
4 539.743 9018.770 0.101

m=40

5 208.850 8559.226 0.134
9 302.621 8562.675 0.134
10 326.579 8568.760 0.133
8 451.727 8576.259 0.132
6 456.691 8765.335 0.113
7 460.718 8801.532 0.109
4 463.001 8943.203 0.095

m=50

5 200.678 8618.898 0.133
9 299.157 8623.523 0.133
10 322.197 8637.554 0.132
8 446.134 8646.885 0.131
6 452.308 8834.214 0.112
7 461.591 8869.038 0.108
4 464.651 9017.887 0.093

m=100

5 176.202 8739.512 0.145
9 247.919 8746.225 0.144
10 278.277 8757.569 0.143
8 374.700 8762.723 0.142
6 378.122 8907.962 0.128
7 385.653 8953.688 0.124
4 390.110 9061.712 0.113
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Tabla A.14: Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e In-
dicador H2 y H3 (×103). Falta de respuesta 23,92 %. Variable de interés: Puntuación
matemáticas

v.a. H2 Ỹcal DR

m=10

4 -16.573 8589.568 0.160
5 -17.079 9003.237 0.119
7 -17.182 9087.972 0.111
6 -16.531 9108.280 0.109
9 -9.316 9106.732 0.109
8 1.208 9106.210 0.109

10 5.566 9101.449 0.110

m=20

4 -16.250 8485.126 0.130
5 -15.138 8851.383 0.092
7 -14.948 8967.951 0.080
6 -15.344 8987.386 0.078
9 -10.605 8989.160 0.078

10 0.837 8989.432 0.078
8 0.745 8988.372 0.078

m=30

4 11.554 8560.109 0.147
5 11.166 8930.039 0.110
7 11.277 9010.803 0.102
6 12.387 9017.958 0.101
8 13.853 9020.888 0.101

10 19.901 9018.407 0.101
9 29.245 9018.770 0.101

m=40

4 11.244 8408.199 0.149
5 11.201 8849.451 0.105
7 13.046 8931.052 0.096
6 13.764 8935.865 0.096
9 14.877 8940.508 0.095

10 19.080 8942.634 0.095
8 24.368 8943.203 0.095

m=50

5 9.343 8618.898 0.133
4 9.126 8934.607 0.102
7 9.343 9001.714 0.095
6 12.465 9007.041 0.094
8 13.070 9014.655 0.094

10 14.446 9016.144 0.094
9 10.281 9017.887 0.093

m=100

5 8.158 8739.512 0.145
4 8.236 8970.380 0.122
7 8.506 9051.186 0.114
6 9.762 9052.728 0.114
9 9.926 9058.470 0.113

10 12.013 9060.850 0.113
8 13.511 9061.712 0.113

v.a. H3 Ỹcal DR

m=10

4 213.332 8589.568 0.160
9 209.787 8599.619 0.159
8 233.470 8605.040 0.158

10 337.111 8601.617 0.159
5 333.903 8996.849 0.120
6 334.074 9106.814 0.109
7 336.941 9101.449 0.110

m=20

4 209.877 8485.126 0.130
9 211.313 8495.493 0.129
8 239.387 8495.116 0.129

10 335.574 8496.291 0.129
5 331.974 8851.871 0.092
6 331.875 8985.762 0.079
7 334.178 8988.372 0.078

m=30

4 214.504 8560.109 0.147
9 219.056 8571.194 0.146
8 240.992 8572.289 0.146

10 332.867 8571.233 0.146
5 330.362 8931.239 0.110
6 330.515 9008.894 0.102
7 332.205 9018.770 0.101

m=40

4 198.255 8408.199 0.149
9 203.734 8411.225 0.149
8 227.376 8413.712 0.149

10 328.843 8414.425 0.149
5 328.345 8855.407 0.104
6 328.712 8930.926 0.096
7 329.132 8943.203 0.095

m=50

4 196.458 8489.334 0.147
9 200.586 8491.038 0.146
8 222.254 8493.653 0.146

10 329.322 8496.560 0.146
5 329.260 8944.606 0.101
6 329.919 9009.015 0.094
7 330.287 9017.887 0.093

m=100

4 181.175 8438.939 0.174
9 189.546 8444.336 0.174
8 211.827 8453.042 0.173

10 332.558 8456.761 0.172
5 332.252 8978.400 0.121
6 333.327 9039.126 0.115
7 334.353 9061.712 0.113
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Tabla A.15: Frecuencia en el orden de selección de las variables auxiliares. Indicado-
res H0, H1, H2 y H3. promedio de estudiantes (n) en (m) centros. Variables principa-
les: Estudiar carrera de ciencias (falta de respuesta simulada: 20 % y 30 %).

ESTUDIAR

CIENCIAS

20 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254,6 10 5 8 9 10 4 7 6
508,8 20 6 10 9 8 4 7 5
761,1 30 6 10 9 8 4 5 7

1019,1 40 5 10 8 9 4 7 6
1273,7 50 5 10 8 9 4 7 6
2545,5 100 5 10 8 9 4 7 6

H1

254,6 10 5 8 9 10 4 7 6
508,8 20 5 10 8 9 4 6 7
761,1 30 5 10 8 9 4 6 7

1019,1 40 5 10 8 9 4 7 6
1273,7 50 5 10 8 9 4 6 7
2545,5 100 5 7 10 9 8 6 4

H2

254,6 10 5 6 9 10 8 7 4
508,8 20 8 9 10 5 6 7 4
761,1 30 8 9 10 5 6 7 4

1019,1 40 8 9 10 5 6 7 4
1273,7 50 7 6 5 9 10 8 4
2545,5 100 7 6 5 8 10 9 4

H3

254,6 10 4 9 8 10 5 6 7
508,8 20 4 9 8 10 5 6 7
761,1 30 4 8 9 10 5 6 7

1019,1 40 4 8 9 10 5 6 7
1273,7 50 4 8 9 10 5 6 7
2545,5 100 4 8 9 10 5 6 7

ESTUDIAR

CIENCIAS

30 %

1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

4 9 8 10 5 7 6
5 10 8 9 6 4 7
5 10 8 9 4 7 6
5 9 8 10 4 7 6
5 9 8 10 4 7 6
5 9 8 10 4 7 6

H1

5 8 9 10 4 6 7
5 7 8 9 10 6 4
5 10 8 9 4 6 7
5 10 8 9 4 6 7
5 10 8 9 4 6 7
5 10 8 9 4 6 7

H2

5 9 6 7 10 8 4
6 5 9 10 8 7 4
6 5 9 10 8 7 4
6 5 9 10 8 7 4
6 5 9 10 8 7 4
6 5 9 10 8 7 4

H3

4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 6 5 7
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Tabla A.16: Frecuencia en el orden de selección de las variables auxiliares. Indicado-
res H0, H1, H2 y H3. promedio de estudiantes (n) en (m) centros. Variables principa-
les: Estudiar carrera de ciencias (falta de respuesta simulada: 40 % y 50 %).

ESTUDIAR

CIENCIAS

40 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254,6 10 5 8 9 10 4 7 6
508,8 20 5 8 9 10 4 7 6
761,1 30 5 8 9 10 4 7 6

1019,1 40 5 10 8 9 4 7 6
1273,7 50 5 10 8 9 4 7 6
2545,5 100 5 10 8 9 4 7 6

H1

254,6 10 5 8 9 10 4 6 7
508,8 20 7 8 9 10 5 6 4
761,1 30 5 8 9 10 4 7 6

1019,1 40 7 10 5 8 9 6 4
1273,7 50 6 10 8 9 4 5 7
2545,5 100 5 7 10 8 9 6 4

H2

254,6 10 6 5 7 9 10 8 4
508,8 20 6 5 7 9 10 8 4
761,1 30 6 5 9 10 8 7 4

1019,1 40 6 5 7 9 10 8 4
1273,7 50 6 5 9 10 8 7 4
2545,5 100 6 5 9 10 8 7 4

H3

254,6 10 4 9 8 10 5 6 7
508,8 20 4 9 8 10 5 6 7
761,1 30 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7
1273,7 50 4 9 8 10 5 6 7
2545,5 100 4 9 8 10 5 6 7

ESTUDIAR

CIENCIAS

50 %

1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

5 8 10 9 4 7 6
5 8 10 9 4 7 6
5 8 10 9 4 7 6
5 8 10 9 4 7 6
5 10 8 9 4 7 6
5 10 8 9 4 7 6

H1

6 9 8 10 4 5 7
6 8 9 10 4 5 7
6 10 8 9 4 5 7
6 10 8 9 4 5 7
5 10 8 9 4 6 7
5 10 8 9 4 7 6

H2

9 8 10 5 6 7 4
9 8 10 5 6 7 4
9 8 10 5 6 7 4
9 8 10 5 6 7 4
9 8 10 5 6 7 4
9 8 10 5 6 7 4

H3

4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
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Tabla A.17: Frecuencia en el orden de selección de las variables auxiliares. Indicado-
res H0, H1, H2 y H3. promedio de estudiantes (n) en (m) centros. Variables principa-
les: Clases particulares (falta de respuesta simulada: 20 % y 30 %).

CLASES

PARTICULARES

20 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254,6 10 4 9 8 10 5 6 7
508,8 20 4 8 9 10 5 6 7
761,1 30 4 8 9 10 5 6 7

1019,1 40 4 8 9 10 5 6 7
1273,7 50 4 8 9 10 5 6 7
2545,5 100 4 8 9 10 5 6 7

H1

254,6 10 4 9 8 10 5 6 7
508,8 20 4 8 9 10 5 6 7
761,1 30 4 8 9 10 5 6 7

1019,1 40 4 8 9 10 5 6 7
1273,7 50 4 8 9 10 5 6 7
2545,5 100 4 8 9 10 5 6 7

H2

254,6 10 4 6 7 5 8 10 9
508,8 20 4 6 7 5 8 10 9
761,1 30 6 7 8 5 10 9 4

1019,1 40 4 7 10 6 5 8 9
1273,7 50 6 7 10 5 9 8 4
2545,5 100 8 9 10 5 7 6 4

H3

254,6 10 4 9 8 10 5 6 7
508,8 20 4 9 8 10 5 6 7
761,1 30 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7
1273,7 50 4 9 8 10 5 6 7
2545,5 100 4 9 8 10 5 6 7

CLASES

PARTICULARES

30 %

1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

5 9 10 8 6 4 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7

H1

4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7

H2

4 7 6 5 9 10 8
4 7 6 5 9 8 10
4 7 6 5 9 10 8
4 5 7 6 9 10 8
4 5 7 6 9 10 8
4 5 7 6 9 10 8

H3

4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
4 9 8 10 5 6 7
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Tabla A.18: Frecuencia en el orden de selección de las variables auxiliares. Indicado-
res H0, H1, H2 y H3. promedio de estudiantes (n) en (m) centros. Variables principa-
les: Clases particulares (falta de respuesta simulada: 40 % y 50 %).

CLASES

PARTICULARES

40 %

n m 1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

254,6 10 4 9 10 8 5 6 7
508,8 20 4 9 10 8 5 6 7
761,1 30 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7
1273,7 50 4 9 8 10 5 6 7
2545,5 100 4 9 8 10 5 6 7

H1

254,6 10 9 8 10 5 6 4 7
508,8 20 4 9 10 8 5 6 7
761,1 30 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7
1273,7 50 4 9 8 10 5 6 7
2545,5 100 4 9 8 10 5 6 7

H2

254,6 10 4 7 6 5 9 8 10
508,8 20 4 7 5 6 8 10 9
761,1 30 4 7 5 6 9 10 8

1019,1 40 4 7 5 6 9 8 10
1273,7 50 9 8 10 5 6 7 4
2545,5 100 9 8 10 6 5 7 4

H3

254,6 10 9 8 10 5 6 4 7
508,8 20 4 9 8 10 5 6 7
761,1 30 4 9 8 10 5 6 7

1019,1 40 4 9 8 10 5 6 7
1273,7 50 4 9 8 10 5 6 7
2545,5 100 4 9 8 10 5 6 7

CLASES

PARTICULARES

50 %

1.o 2.o 3.o 4.o 5.o 6.o 7.o

H0

9 8 10 5 6 4 7
4 9 8 10 6 5 7
4 9 10 8 5 6 7
4 9 10 8 5 6 7
4 9 10 8 6 5 7
4 9 10 8 6 5 7

H1

9 8 10 5 6 4 7
4 9 8 10 6 5 7
4 8 9 10 5 6 7
4 9 10 8 6 5 7
4 9 10 8 6 5 7
4 9 10 8 6 5 7

H2

4 7 6 5 8 10 9
4 7 6 5 8 10 9
8 9 10 4 5 7 6
8 9 10 4 5 7 6
8 9 10 4 5 7 6
8 9 10 4 5 7 6

H3

4 9 8 10 5 6 7
4 8 9 10 5 6 7
4 8 9 10 5 6 7
4 8 9 10 5 6 7
4 8 9 10 5 6 7
4 8 9 10 5 6 7
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En esta sección, analizamos las poblaciones utilizadas en este trabajo.

B.1 PISA España
La población “PISA-España” son datos tomados del programa PISA (Programme

for International Student Assessment) para España referente al año 2006. El estu-

dio PISA es un programa desarrollado para evaluar a los estudiantes de 15 años,

sus familias y centros donde realizan sus estudios, de paı́ses pertenecientes a la

OCDE[40] (Organización para la Cooperación y el Desarrollo). El estudio del año

2006, que contó con la participación de 57 paı́ses, se ha centrado en las habilidades

de lectura, matemáticas y ciencias.

Los datos han sido tomados de la web de la Organización para la Cooperación y

el Desarrollo Económicos (OCDE). Estos microdatos, que incluyen información

sobre los estudiantes, las familias y las escuelas, han sido tratados para garantizar

el anonimato de los participantes. Para nuestro estudio se utilizaron solamente los

datos de España. Los microdatos del informe PISA-España contienen información

sobre las pruebas realizadas en 686 escuelas, con la participación de 19604 estu-

diantes.

Un ejemplo, para una muestra concreta de los datos del estudio de simulación del

capı́tulo 2 (que coincidirı́a con lo que llamaremos en el código R fichero XYP),

estarı́a formado por las siguientes variables:

• v1 Centro (XYP[,1]; 1a columna)

• v2 No de estudiantes del centro (XYP[,2]; 2a columna)

• v3 Sexo del estudiante (XYP[,3]; 3a columna)

• v4 Estudios del padre del estudiante (XYP[,4]; 4a columna)

• v7 Tipo de centro (XYP[,7]; 7a columna)

• v8 Tipo de localidad (XYP[,8]; 8a columna)

• v9 Interés por estudiar una carrera cientı́fica (XYP[,9]; 9a columna)
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• v10 Total de alumnos de cada centro con interés por estudiar una carrera
cientı́fica (XYP[,10]; 10a columna)

• v11 Indicador de centro (XYP[,11]; 11a columna)

• v12 Estudiate (XYP[,12]; 12a columna)

y por datos como los siguientes:

Centro Número Sexo Est. Tipo Tipo Est. Total Indic. Alumno
estud. padre centro local ciencias centro centro

v1 v2 v3 v4 v7 v8 v9 v10 v11 v12
319 32 1 1 2 3 0 18 1 8752
319 32 1 2 2 3 1 18 0 8753
319 32 1 2 2 3 1 18 0 8754

...
...

...
...

...
...

...
...

...
...

319 32 1 2 2 3 0 18 0 8783
320 22 2 1 1 1 0 11 1 8784
320 22 2 1 1 1 0 11 0 8785

...
...

...
...

...
...

...
...

...
...

320 22 1 3 1 1 1 11 0 8805

Un ejemplo para una muestra concreta (que coincidirı́a con lo que llamaremos en
el código R fichero DXYP) que hemos utilizado para el método de Integración
de Pesos y de Contracción, estarı́a formado por el siguiente conjunto de datos,
que han sido calculados mediante la función disjunctive del paquete sampling.
Esta función transforma una variable categórica en una matriz de indicadores. Los
valores de la variable categórica son números enteros (positivos o negativos).

Ce. N. Sexo Est. Tipo Tipo Est. Tot. In. Al.
est. padre centro localidad cien. ce. ce.

v1 v2 v3 v4 v5 v6 v7 v14 v15 v16 v17 v18 v19 v20 v21 v22
319 32 1 0 1 0 0 0 1 0 0 1 0 18 1 8752
319 32 1 0 0 1 0 0 1 0 0 1 1 18 0 8753
319 32 1 0 0 1 0 0 1 0 0 1 1 18 0 8754

...
...

...
...

...
...

...
...

...
...

...
...

...
...

...
...

319 32 0 1 0 1 0 0 1 0 0 1 1 18 0 8783
319 22 0 1 1 0 0 1 0 1 0 0 0 11 1 8784
319 22 0 1 1 0 0 1 0 1 0 0 0 11 0 8785

...
...

...
...

...
...

...
...

...
...

...
...

...
...

...
...

320 22 1 0 0 0 1 1 0 1 0 0 1 11 0 8805
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Un ejemplo para una muestra concreta (que coincidirı́a con lo que llamaremos en

el código R fichero XYPIW) que hemos utilizado para el método de Integración de

Pesos y de Contracción, estarı́a formado por el siguiente conjunto de datos, que han

sido calculados mediante la media de los valores de cada centro de las variables a

nivel persona y la media respecto al total de las variables a nivel centro.

Ce. N. Sexo Estudios Tipo Tipo Est. Tot. In. Al.
est. padre centro localidad cien. ce. ce.

v1 v2 v3 v4 v5 v6 v7 v14 v15 v16 v17 v18 v19 v20 v21 v22
319 32 0.531 0.469 0.469 0.313 0.219 0 0.031 0 0 0.031 0 18 1 8752
319 32 0.531 0.469 0.469 0.313 0.219 0 0.031 0 0 0.031 1 18 0 8753
319 32 0.531 0.469 0.469 0.313 0.219 0 0.031 0 0 0.031 1 18 0 8754

...
...

...
...

...
...

...
...

...
...

...
...

...
...

...
...

319 32 0.531 0.469 0.469 0.313 0.219 0 0.031 0 0 0.031 0 18 0 8783
320 22 0.455 0.545 0.5 0.182 0.318 0.045 0 0.045 0 0 0 11 1 8784
320 22 0.454 0.545 0.5 0.182 0.318 0.045 0 0.045 0 0 0 11 0 8785

...
...

...
...

...
...

...
...

...
...

...
...

...
...

...
...

320 22 0.454 0.545 0.5 0.182 0.318 0.045 0 0.045 0 0 1 11 0 8805

B.2 Encuesta de Presupuestos Familiares
La segunda población finita utilizada es la Encuesta de Presupuestos Familiares

(EPF) llevada a cabo en 2006. Se trata de una muestra aleatoria representativa de

una encuesta que se realiza en los hogares españoles. La web del Instituto Nacional

de Estadı́stica español (INE) incluye estadı́sticas que se pueden utilizar para obte-

ner los archivos de microdatos, cada uno de los cuales contiene datos individuales

de una estadı́stica determinada, filtradas adecuadamente para que la información

se anónima y por lo tanto garantizar la confidencialidad. Esta encuesta, que ofrece

información sobre el gasto en consumo de los hogares y se utiliza para calcular el

Índice de Precios de Consumo (IPC), tiene periodicidad anual e incluye cerca de

24.000 viviendas en su muestra.

Los microdatos EPF-2006 contiene 55.699 unidades agrupadas en 19435 conglo-

merados. Se consideraron sólo las unidades sin datos faltantes para las variables de

estudio, y ası́ se obtuvo una población de tamaño N = 9243 individuos agrupados

en NI = 5800 hogares. Las principales caracterı́sticas de la EPF-2006 se puede

consultar en la página web del INE[24]. Cada registro contiene las variables que

se solicitan a nivel individual para todos los miembros, es decir, hay un registro
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para cada miembro del hogar. Aquellas variables que se investigan exclusivamente
para el sustentador principal, figuran en el fichero de hogar. Por lo que respecta a
los ingresos individuales, en los ficheros correspondientes a 2006 no se ha realiza-
do imputación alguna, de forma que en los ficheros hay en algunos casos falta de
respuesta.
Un ejemplo, para una muestra concreta de los datos del estudio de simulación del
capı́tulo 2 (que coincidirı́a con lo que llamaremos en el código R fichero XYP),
estarı́a formado por las siguientes variables:

• v1 Hogar (XYP[,1]; 1a columna)

• v2 No de residentes en el hogar (XYP[,2]; 2a columna)

• v3 Sexo del residente (XYP[,3]; 3a columna)

• v4 Nivel educativo del residente (XYP[,4]; 4a columna)

• v7 Nivel educativo del sustentador principal(XYP[,7]; 7a columna)

• v8 Nivel de ingresos (XYP[,8]; 8a columna)

• v10 Total de ingresos por hogar (XYP[,9]; 9a columna)

• v11 Indicador de hogar (XYP[,10]; 10a columna)

• v12 Indicador unidad (XYP[,11]; 11a columna)

y por datos como los siguientes:

Hogar Número Sexo Nivel Nivel Nivel Total Indic. Indic.
resi. estudios est. s.p. ingresos ingresos hogar unidad

v1 v2 v3 v4 v7 v8 v9 v10 v11
1451 3 1 1 1 30000 48000 1 8752
1451 3 2 2 1 18000 48000 0 8753
1451 3 1 2 1 0 48000 0 8754

...
...

...
...

...
...

...
...

...
1452 2 1 2 2 15000 30000 1 8755

...
...

...
...

...
...

...
...

...
1453 2 2 2 2 17000 31000 1 8757
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Los ficheros DXYP y XYPIW, que hemos utilizado para el método de Integración

de Pesos y de Contracción, estarı́an formados de igual forma que los descritos en

la población PISA- España.

B.3 Encuesta Pre-electoral Octubre 2011 CIS
La tercera población utilizada, Capı́tulo 1, está formado por datos de la encuesta

pre-electoral del CIS[45] (Centro de Investigaciones Sociológicas) de octubre de

2011, anterior a las elecciones generales al Congreso de los Diputados de noviem-

bre de 2011. Esta encuesta se concibe para recabar información útil para analizar

las claves del comportamiento de los electores en las elecciones generales y realizar

estimaciones de las mismas.

La población investigada son los ciudadanos con derecho a voto que residen en

España, constituido por ciudadanos españoles mayores de 18 años, residentes en

España o en el extranjero. En las elecciones generales del 20 de noviembre de 2011

el censo electoral estaba compuesto de un total de 35.776.615 electores, siendo los

españoles residentes en España su componente más numeroso (96 %).

El CIS realizó un muestreo polietápico, estratificado por conglomerados, con selec-

ción de las unidades primarias de muestreo (municipios) y de las unidades secunda-

rias (secciones) de forma aleatoria proporcional. Los estratos se formaron mediante

el cruce de las 17 CC.AA. con el tamaño de hábitat, dividido en 7 categorı́as: me-

nor o igual a 2.000 habitantes; de 2001 a 10.000; de 10.001 a 50.000; de 50.001

a 100.000; de 100.001 a 400.000; de 400.001 a 1.000.000, y más de 1.000.000 de

habitantes. Los cuestionarios se han aplicado mediante entrevista personal en los

domicilios. El tamaño muestral está compuesto por 6082 individuos, a los que se

le realizó la encuesta completa, repartidos en 214 municipios.

Para este estudio, se han seleccionado dos variables de interés (variables principa-

les o variables objeto de estudio) correspondientes al Barómetro Pre-electoral de

Centro de Investigación Sociológicas de octubre de 2011[5]:

• y1 Intención de voto al PSOE en las elecciones generales de 2011.

• y2 Participación en las elecciones generales de 2011.
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Como variables auxiliares se ha tomado las variables correspondientes al Baróme-
tro pre-electoral de Centro de Investigación Sociológicas de octubre de 2011:

• x1 ¿Votó al PSOE en las elecciones generales de 2008?

• x2 El encuestado está desempleado.

• x3 El encuestado está jubilado.

• x4 El encuestado vive en un área metropolitana.

Los totales poblacionales de cada variable auxiliar se han tomado de la web del
Instituto Nacional de Estadı́stica (INE) [24] y de la web del Ministerio de Empleo
y Seguridad Social[34].
Un ejemplo del conjunto de datos es el siguiente

Munic. No Votó PSOE Desemple. Jubilado Tipo Votará Votará Enc.
enc. 2008 local. PSOE 2011 2011

99 87 1 1 0 3 0 1 2012
99 87 0 0 1 3 0 0 2013
99 87 1 0 1 3 1 0 2014
...

...
...

...
...

...
...

...
...

99 87 0 0 0 3 1 1 2099
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C.1 Funciones básicas para muestras y calibración
Muestreo aleatorio simple de centros

Resumimos en la siguientes lı́neas los programas realizados en R. Para estos ejem-

plos utilizaremos la nomenclatura utilizada para los ejemplos con la Población

PISA-España

En primer lugar vamos a guardar en memoria la población de trabajo XYP, des-

crita en el Anexo B.1, para ello leeremos los datos con la función read.table y le

asignaremos un nombre, en este caso XYP.

Nota: Para los ejemplos partiremos del conjunto de datos XYP (ver anexo B), que

representan a una muestra de alumnos españoles que participaron en las pruebas

de evaluación del informe PISA. Los datos DXYP son variantes de XYP en los que

se han transformado algunas variables categóricas en una matriz de indicadores y

en el caso XIPIW las valores de las variables han sido reemplazados por medias

ponderadas según la unidad primaria a la que pertenezcan. Todos estos datos y las

variables que los componen se especifica en el anexo.

>read.table("XYP.txt")->XYP

La primera columna del conjunto de datos XYP indica el centro al que pertenece

cada estudiante, que almacenamos en la variable centro con la orden:

>XYP[,1]->centro

El número de centros se puede calcular con la orden (lo habitual en las aplicaciones

prácticas es conocer el número de centros):

>nlevels(factor(centro))->M

Para extraer una muestra aleatoria simple de centros, de tamaño m=20, de la po-

blación de centros, y las probabilidades de inclusión de primer y segundo orden,

escribimos las órdenes:
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>m<-20

>s1<-sample(M,m)

>pi1.mas<-rep(m/M,m)

>kk<-matrix(m*(m-1)/(M*(M-1)),m,m)

>diag(kk)<-m/M

>pi2.mas<-kk

Podemos visualizar los centros que componen la muestra y las probabilidades an-

teriores escribiendo:

>s1

[1] 455 485 190 503 57 122 220 237 424 232 79 342 ...

>pi1.mas

[1] 0.02971768 0.02971768 0.02971768 0.02971768

[5] 0.02971768 0.02971768 0.02971768 0.02971768

[9] 0.02971768 0.02971768 0.02971768 0.02971768 ...

>pi2.mas

[,1] [,2] [,3] [,4] ...

[1,] 0.029717682 0.000840232 0.000840232 0.000840232 ...

[2,] 0.000840232 0.029717682 0.000840232 0.000840232 ...

[3,] 0.000840232 0.000840232 0.029717682 0.000840232 ...

[4,] 0.000840232 0.000840232 0.000840232 0.029717682 ...

...

Los pesos de diseño serı́an:

>di1.mas<-1/pi1.mas; di1.mas

[1] 33.65 33.65 33.65 33.65 33.65 33.65 33.65 33.65

[9] 33.65 33.65 33.65 33.65 33.65 33.65 33.65 33.65 ...

Obsérvese que hasta ahora no se ha observado ninguna variable en la muestra. El

ejemplo, al igual que el siguiente, permite seleccionar las unidades, centros edu-

cativos, que componen una muestra aleatoria simple de una población de centros

educativos. Con posterioridad veremos cómo seleccionar todas las unidades (estu-

diantes) que componen un centro.
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Muestreo aleatorio simple de estudiantes

Otro ejemplo de muestreo aleatorio simple, pero en este caso de estudiantes, serı́a

el que se muestra a continuación. Calculamos el número de unidades secundarias,

estudiantes, disponibles en nuestro fichero de datos (este dato es habitual que sea

conocido en las aplicaciones prácticas), N, y mediante la función sample, una mues-

tra de estudiantes de tamaño m=20, y las respectivas probabilidades de inclusión

de primer y segundo orden:

>length(centro)->N

>sample(N,m)->s2

>pi1.mas2<-rep(m/N,m)

>kk2<-matrix(m*(m-1)/(N*(N-1)),m,m)

>diag(kk2)<-m/N

>pi2.mas2<-kk2

Podemos visualizar el número de estudiantes disponibles en el fichero de datos, N ,

los m = 20 estudiantes que componen la muestra y las probabilidades de inclusión

anteriores y los pesos del diseño, escribiendo:

>N

[1] 18341

>s2

[1] 1786 7391 7263 10596 17806 10492 15654

[8] 2962 7866 7496 2087 6764 9260 13444...

>pi1.mas2

[1] 0.001090453 0.001090453 0.001090453 0.001090453

[5] 0.001090453 0.001090453 0.001090453 0.001090453

[9] 0.001090453 0.001090453 0.001090453 0.001090453 ...

>pi2.mas2

[,1] [,2] [,3] [,4] ...

[1,] 1.090453e-03 1.129695e-06 1.129695e-06 1.129695e-06 ...

[2,] 1.129695e-06 1.090453e-03 1.129695e-06 1.129695e-06 ...

[3,] 1.129695e-06 1.129695e-06 1.090453e-03 1.129695e-06 ...

[4,] 1.129695e-06 1.129695e-06 1.129695e-06 1.090453e-03 ...

...

>di1.mas2<-1/pi1.mas2; di1.mas2

[1] 917.05 917.05 917.05 917.05 917.05 917.05 917.05

[8] 917.05 917.05 917.05 917.05 917.05 917.05 917.05 ...
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Muestreo de Midzuno

Para extraer una muestra, con probabilidades desiguales, por el método de Mid-
zuno, vamos a utilizar las funciones definidas por Tillé y Matei (2009)[69] en el
paquete de R sampling. Para calcular las probabilidades de inclusion por Midzuno
debemos tomar una variable auxiliar tamaño, en este caso tomaremos la variable
que hace referencia al conjunto de alumnos de cada centros. Calcularemos un vec-
tor, llamado tam centro, seleccionando aquellos valores de la variables que poseen
información a nivel centro. Calcularemos las probabilidades de inclusión de primer
orden mediante la función inclusionprobabilities, para muestras de tamaño 20, y la
de segundo orden mediante la función UPmidzunopi2, ambas funciones del paque-
te sampling, las cuales nos proporcionaran probabilidades de inclusión para todos
los elementos de la población. Mediante la función UPmidzuno, seleccionamos los
elementos que componen la muestra. En realidad esta función crea un vector de
ceros y unos que indican los elementos elegidos, que posteriormente utilizaremos
para calcular la muestra.
Nota: XYP[,2] hace referencia al tamaño de cada centro (número de alumnos),

que guardaremos en memoria como “estudiantes.centro”, y XYP[,11] es el indica-

dor de las variables centro, que guardaremos en memoria como “indicador.centro”.

>XYP[,2]->estudiantes.centro

>XYP[,11]->indicador.centro

>library(sampling)

>tam_centro<-subset(estudiantes.centro,indicador.centro==1)

>pi1.Mz<-inclusionprobabilities(tam_centro,m)

>pi2.Mz<-UPmidzunopi2(pi1.Mz)

>sm=UPmidzuno(pi1.Mz)

>(1:length(pi1.Mz))[sm==1]->s3; s3

[1] 9 14 34 63 125 154 185 187 244 256 360 364 ...

>pi1.Mz[s3]->pi1.mz; pi1.mz

[1] 0.03271359 0.03489450 0.03489450 0.03162314

[5] 0.02508042 0.03053269 0.03053269 0.03271359 ...

>pi2.Mz[s3,s3]->pi2.mz; pi2.mz

[,1] [,2] [,3] [,4] ...

[1,] 0.0327135925 0.0010854378 0.0010854378 0.0009830434 ...

[2,] 0.0010854378 0.0348944987 0.0011537008 0.0010513063 ...

[3,] 0.0010854378 0.0011537008 0.0348944987 0.0010513063 ...
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[4,] 0.0009830434 0.0010513063 0.0010513063 0.0316231394 ...

...

Muestreo aleatorio simple de conglomerados

La única precaución a la hora de calcular las probabilidades de inclusión en es-
te caso, es que éstas son en número tantas como indique el tamaño aleatorio de
la muestra. Ası́, si los centros que componen la muestra y sus probabilidades de
inclusión son las anteriores:

>s1

[1] 455 485 190 503 57 122 220 237 424 232 79 342 ...

>pi1.mas

[1] 0.02971768 0.02971768 0.02971768 0.02971768

[5] 0.02971768 0.02971768 0.02971768 0.02971768 ...

>pi2.mas

[,1] [,2] [,3] [,4] ...

[1,] 0.029717682 0.000840232 0.000840232 0.000840232 ...

[2,] 0.000840232 0.029717682 0.000840232 0.000840232 ...

[3,] 0.000840232 0.000840232 0.029717682 0.000840232 ...

[4,] 0.000840232 0.000840232 0.000840232 0.029717682 ...

...

se tendrá que observar cuántos estudiantes hay en los centros seleccionados en la
muestra de centros:

>subset(estudiantes.centro,(centro %in% s1)&

+ (indicador.centro==1))->tam.mas

>rep(pi1.mas,tam.mas)->pi1.mas.p

Muestreo de conglomerados con probabilidades proporcionales al tamaño

Igual que en caso anterior, las probabilidades de inclusión son en número tantas
como indique el tamaño aleatorio de la muestra. Ası́, si los centros que componen
la muestra y sus probabilidades de inclusión son las anteriores:

>s3

[1] 9 14 34 63 125 154 185 187 244 256 360 364 ...

>pi1.mz

[1] 0.03271359 0.03489450 0.03489450 0.03162314
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[5] 0.02508042 0.03053269 0.03053269 0.03271359 ...

>pi2.Mz[s3,s3]->pi2.mz; pi2.mz

[,1] [,2] [,3] [,4] ...

[1,] 0.0327135925 0.0010854378 0.0010854378 0.0009830434 ...

[2,] 0.0010854378 0.0348944987 0.0011537008 0.0010513063 ...

[3,] 0.0010854378 0.0011537008 0.0348944987 0.0010513063 ...

[4,] 0.0009830434 0.0010513063 0.0010513063 0.0316231394 ...

...

se tendrá que observar cuántos estudiantes hay en los centros seleccionados en la
muestra de centros:

>subset(estudiantes.centro,(centro %in% s3)&

+ (indicador.centro==1))->tam.mz

>rep(pi1.mz,tam.mz)->pi1.mz.p

Estimación sin información auxiliar
En este ejemplo se pretende estimar mediante el estimador de Horvitz-Thompson,
a partir de una muestra de 20 centros elegidos mediante m.a.s. y Midzuno y otra
muestra de 20 alumnos, el número total de alumnos que tienen intención de es-
tudiar una carrera universitaria de ciencias. En primer lugar definimos la variable
principal (alumnos que estudiarán una carrera de ciencias), en este caso esta va-
riable ocupa la columna 9 del conjunto de datos XYP (ver anexo). Para realizar la
estimación necesitamos conocer los valores de XYP para la muestra de centros (o
para la muestra de alumnos), datos que llamaremos xys, esto se consigue mediante
la función subset, teniendo en cuenta que la columna 1 indica el código de centro
y la 12 el código del alumno. Calculamos, también, el estimador de la varianza
del estimador de Horvitz-Thompson a partir de la función varest del paquete sam-

pling. Como en el caso de los centros tenemos que tomar los resultados de todos
los alumnos encuestados, por lo que asignamos a todos los estudiantes el mismo
peso de diseño que coincide con el de su centro. Calculamos por tanto el número
de alumnos de cada centro mediante subset, indicando que el centro pertenezca a
la muestra y que tomando solo la fila con el indicador del centro (columna 11 con
valor 1).
Nota: XYP[,12] hace referencia a la variable que identifica al alumno dentro

de la población, la guardaremos en memoria como “estudiante”. los vectores:
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xys.mas[,9], xys.mas2[,9] y xys.mz[,9] proporcionan los valores de la variable de

interés para cada una de las muestras.

>XYP[,12]->estudiante

>subset(XYP, centro %in% s1)->xys.mas

>subset(XYP, estudiante %in% s2)->xys.mas2

>subset(XYP, centro %in% s3)->xys.mz

>HT.mas<-sum(xys.mas[,9]*(1/pi1.mas.p))

>HT.mas

[1] 8849.95

>varHT.mas<-varest(xys.mas[,9],pik=pi1.mas.p)

>varHT.mas

[1] 160419.24

>HT.mas2<-sum(xys.mas2[,9]*(1/pi1.mas2))

>HT.mas2

[1] 10087.55

>varHT.mas2<-varest(xysp.mas2[,9],pik=pi1.mas2)

>varHT.mas2

[1] 4377173.77

>HT.mz<-sum(xys.mz[,9]*(1/pi1.mz.p))

>HT.mz

[1] 7323.686

>varHT.mz<-varest(xys.mz[,9],pik=pi1.mz.p)

>varHT.mz

[1] 136902.5

Estimación con información auxiliar por calibración

Nota: totalXp hace referencia a los totales de las variables con información a nivel

persona, dxys a los elementos de la muestra, xsp a las variables de la muestra con

información a nivel persona.

Con una variable auxiliar

Calculamos ahora los diferentes estimadores de la varianza mediante la función
varest del paquete sampling, para las diferentes muestras y distancias.
Nota: Para este ejemplo, en el que sólo realizaremos los cálculos para la distancia

“linear”, necesitamos cargar el fichero DXYP y totalXp que hace referencia a los

totales de las variables con información a nivel persona y que calculamos a partir
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del vector de totales totalXY. En este ejemplo sólo vamos a utilizar los dos pri-

meros valores de totalXp y las dos primeras columnas de cada muestra (xsp.mas,

xsp.mas2 y xsp.mz) ya que hacen referencia a la variable auxiliar S=“sexo”.

>read.table("DXYP.txt")->DXYP

>colSums(DXYP)->totalXY

>c(totalXY[3:7])->totalXp

># Calculamos las diferentes muestras

>subset(DXYP, centro %in% s1)->dxys.mas

>subset(DXYP, estudiante %in% s2)->dxys.mas2

>subset(DXYP, centro %in% s3)->dxys.mz

>data.frame(dxys.mas[,3:7])->xsp.mas

>data.frame(dxys.mas2[,3:7])->xsp.mas2

>data.frame(dxys.mz[,3:7])->xsp.mz

># Calibración est. total y varianza,

># distancia Linear, m.a.s centros

>gl.S.mas=calib(xsp.mas[,1:2],d=1/pi1.mas.p,

+ totalXp[1:2],method="linear"); gl.S.mas

[1] 0.8285508 1.0422658 0.8285508 1.0422658

[5] 0.8285508 0.8285508 0.8285508 1.0422658 ...

>Calp.gl.S.mas<-sum((1/pi1.mas.p)*gl.S.mas*xys.mas[,9])

>Calp.gl.S.mas

[1] 8102.125

>VCalp.gl.S.mas<-varest(xys.mas[,9], xsp.mas[,1:2],

+ pi1.mas.p, gl.S.mas/pi1.mas.p)

>VCalp.gl.S.mas

[1] 159628.24

># Calibración est. total y varianza,

># distancia Linear, m.a.s alumnos

>gl.S.mas2=calib(xsp.mas2[,1:2],d=1/pi1.mas2,

+ totalXp[1:2],method="linear")

>gl.S.mas2

[1] 1.005834 0.994166 1.005834 0.994166

[5] 1.005834 1.005834 0.994166 1.005834 ...

>Calp.gl.S.mas2<-sum((1/pi1.mas2)*gl.S.mas2*xys.mas2[,9])

>Calp.gl.S.mas2

[1] 10071.5

>VCalp.gl.S.mas2<-varest(xys.mas2[,9], xsp.mas2[,1:2],

+ pi1.mas2, gl.S.mas2/pi1.mas2)

>VCalp.gl.S.mas2

[1] 3979249
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># Calibración est. total y varianza,

># distancia Linear, Midzuno centros

>gl.S.mz=calib(xsp.mz[,1:2],d=1/pi1.mz.p,totalXp[1:2],

+ method="linear")

>gl.S.mz

[1] 0.998945 1.001070 0.998945 0.998945

[5] 0.998945 1.001070 0.998945 1.001070 ...

>Calp.gl.S.mz<-sum((1/pi1.mz)*gl.S.mz*xys.mz[,9])

>Calp.gl.S.mz

[1] 7323.46

>VCalp.gl.S.mz<-varest(xys.mz[,9], xsp.mz[,1:2],

+ pi1.mz.p, gl.S.mz/pi1.mz.p)

>VCalp.gl.S.mz

[1] 136602.9

Más de una variable auxiliar

Realizamos el mismo proceso para comprobar el comportamiento de los estimado-

res cuando aumentamos el número de variables auxiliares. En este ejemplo vamos a

calcular los estimadores del total y de la varianza del total, para cada tipo de mues-

tra, tomando como variables auxiliares “sexo” y “nivel de estudios del padre”.

Nota: Para este ejemplo, utilizando la distancia linear, partiremos de los mismos

ficheros, y valores, iniciales del anterior (totalXp y xsp.mas), ya que hacen refe-

rencia a las variables con información a nivel persona S=“sexo” y E=“nivel de

estudios del padre”.

># Calibración est. total y varianza,

># distancia Linear, m.a.s centros

>gl.SE.mas=calib(xsp.mas,d=1/pi1.mas.p,totalXp,method="linear")

>gl.SE.mas

[1] 0.9365234 1.1406250 0.9365234 0.9169922

[5] 0.9365234 0.7128906 0.7128906 1.1406250 ...

>Calp.gl.SE.mas<-sum((1/pi1.mas.p)*gl.SE.mas*xys.mas[,9])

>Calp.gl.SE.mas

[1] 7947.775

>VCalp.gl.SE.mas<-varest(xys.mas[,9], xsp.mas, pi1.mas.p,

+ gl.SE.mas/pi1.mas.p)

>VCalp.gl.SE.mas

[1] 154645.1
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># Calibración est. total y varianza,

># distancia Linear, m.a.s alumnos

>gl.SE.mas2=calib(xsp.mas2,d=1/pi1.mas2,totalXp,method="linear")

>gl.SE.mas2

[1] 1.2720048 1.0180715 0.5370022 0.8789205

[5] 0.6761532 0.5370022 0.8789205 0.6761532 ...

>Calp.gl.SE.mas2<-sum((1/pi1.mas2)*gl.SE.mas2*xys.mas2[,9])

>Calp.gl.SE.mas2

[1] 9342.823

>VCalp.gl.SE.mas2<-varest(xys.mas2[,9], xsp.mas2, pi1.mas2,

+ gl.SE.mas2/pi1.mas2)

>VCalp.gl.SE.mas2

[1] 3694156

># Calibración est. total y varianza,

># distancia Linear, Midzuno centros

>gl.SE.mz=calib(xsp.mz,d=1/pi1.mz.p,totalXp,method="linear")

>gl.SE.mz

[1] 0.9726562 1.0878906 0.9726562 0.9648438

[5] 0.9726562 1.0878906 1.1015625 0.9511719 ...

>Calp.gl.SE.mz<-sum((1/pi1.mz)*gl.SE.mz*xys.mz[,9])

>Calp.gl.SE.mz

[1] 7426.54

>VCalp.gl.S.mz<-varest(xys.mz[,9], xsp.mz, pi1.mz.p,

+ gl.S.mz/pi1.mz.p)

>VCalp.gl.S.mz

[1] 135737.7

Información auxiliar compleja. Integración de pesos

Nota: Para utilizar el estimador propuesto por Estevao y Särndal seleccionamos

las variables auxiliares: S=“sexo”, E=“nivel de estudios del padre”, ambas a nivel

alumno y la variable C=“tipo de centro”que indica si este es público o privado, a

nivel centro. Para este ejemplo, a partir de la distancia linear, utilizamos la base

de datos XYPIW (ver anexo) y los totales a nivel alumno (totalXp), ya definido

anteriormente, y a nivel centro (totalXh), que calculamos a partir de los totales de

la variable auxiliar a nivel centro, tanto para la variable “tipo de centro” como

“tipo de localidad” que utilizaremos posteriormente.

>read.table("XYPIW")->XYPIW
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># Calculamos totales a nivel centro

># (Tipo de centro y tipo de localidad)

>colSums(XYPIW)->totalXYPIW

>c(totalXYPIW[14:18])->totalXh

># Agrupamos los dos totales (alumno y centro)

>c(totalXp,totalXh)->totalXiwp

># Calculamos las muestras

>subset(XYPIW, centro %in% s1)->xysiw.mas

>subset(XYPIW, centro %in% s3)->xysiw.mz

>data.frame(xysiw.mas[,3:7],xysiw.mas[,14:18])->xsiwp.mas

>data.frame(xysiw.mz[,3:7],xysiw.mz[,14:18])->xsiwp.mz

># I. P. total y varianza, distancia Linear, m.a.s centros

>gliw.SEC.mas=calib(xsiwp.mas[,1:7],d=1/pi1.mas.p,

+ totalXiwp[1:7],method="linear")

>gliw.SEC.mas

[1] 0.8855058 0.8855058 0.8855058 0.8855058 0.8855058

[6] 0.8855058 0.8855058 0.8855058 0.8855058 0.8855058 ...

>Cal.gliw.SEC.mas<-sum((1/pi1.mas.p)*gliw.SEC.mas*xys.mas[,9])

>Cal.gliw.SEC.mas

[1] 7688.254

>VCal.gliw.SEC.mas<-varest(xys.mas[,9], xysiw.mas[,1:7],

+ pi1.mas.p, gliw.SEC.mas/pi1.mas.p)

>VCal.gliw.SEC.mas

[1] 153292.4

># I. P. total y varianza, distancia Linear, Midzuno de centros

>gliw.SEC.mz=calib(xsiwp.mz[,1:7],d=1/pi1.mz.p,

+ totalXiwp[1:7],method="linear")

>gliw.SEC.mz

[1] 1.1939640 1.1939640 1.1939640 1.1939640

[5] 1.1939640 1.1939640 1.1939640 1.1939640 ...

>Cal.gliw.SEC.mz<-sum((1/pi1.mz)*gliw.SEC.mz*xys.mz[,9])

>Cal.gliw.SEC.mz

[1] 7375.279

>VCal.gliw.SEC.mz<-varest(xys.mz[,9], xysiw.mz[,1:7],

+ pi1.mz.p, gliw.SEC.mz/pi1.mz.p)

>VCal.gliw.SEC.mz

[1] 135376.8

Para comprobar el comportamiento de este estimador realizamos otro ejemplo in-
crementando el número de variables auxiliares a nivel centro.
Nota: Para este ejemplo seleccionamos las variables auxiliares: S=“sexo”, E=“nivel
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de estudios del padre”, ambas a nivel alumno y las variable C=“tipo de centro”

que indica si este es público o privado y L=“tipo de localidad”, a nivel centro.

Para este ejemplo, a partir de la distancia linear, utilizamos los mismos ficheros y

variables que en el ejemplo anterior adaptados a las cuatro variables.

># I. P. total y varianza, distancia Linear, m.a.s centros

>gliw.SECL.mas=calib(xsiwp.mas,d=1/pi1.mas.p,totalXiwp,method="linear")

>gliw.SECL.mas

[1] 1.11224855 1.11224855 1.11224855 1.11224855

[5] 1.11224855 1.11224855 1.11224855 1.11224855 ...

>Cal.gliw.SECL.mas<-sum((1/pi1.mas.p)*gliw.SECL.mas*xys.mas[,9])

>Cal.gliw.SECL.mas

[1] 8103.85

>VCal.gliw.SEC.mas<-varest(xys.mas[,9], xysiw.mas, pi1.mas.p,

+ gliw.SEC.mas/pi1.mas.p)

>VCal.gliw.SEC.mas

[1] 152941.7

># I. P. total y varianza, distancia Linear, Midzuno de centros

>gliw.SECL.mz=calib(xsiwp.mz,d=1/pi1.mz.p,totalXiwp,method="linear")

>gliw.SECL.mz

[1] 1.0744735 1.0744735 1.0744735 1.0744735

[5] 1.0744735 1.0744735 1.0744735 1.0744735 ...

>Cal.gliw.SECL.mz<-sum((1/pi1.mz)*gliw.SECL.mz*xys.mz[,9])

>Cal.gliw.SECL.mz

[1] 7300.264

>VCal.gliw.SECL.mz<-varest(xys.mz[,9], xysiw.mz, pi1.mz.p,

+ gliw.SECL.mz/pi1.mz.p)

>VCal.gliw.SECL.mz

[1] 134122.9

Método de contracción
Para el ejemplo en cuestión, vamos a calcular los estimadores a nivel centro, con
información a nivel centro, para posteriormente realizar la combinación con los
estimadores con información a nivel alumno. Calcularemos en primer lugar los
elementos que componen la muestra de centros, particularizando a las variables
con información a nivel centro. Calcularemos los totales de las variables a nivel
centro, totalXh, y utilizaremos la variables, calculadas anteriormente, tam.mas y
tam.mz que indican el número de alumnos por centro.

141



C. ANEXO. FUNCIONES EN R

Nota: Calculamos los estimadores a nivel centro, para m.a.s y muestro por Mid-

zuno de centros, para la distancia linear. Posteriormente reponderamos los pesos

según el número de alumnos de cada centro para calcular el estimador, no calcula-

do por calibración, a nivel alumno. Las variables dxyph.mas[,19] y dxyph.mz[,19]

hacen referencia a las variables de estudio para cada muestra.

># Calculamos las muestras

>subset(DXYP, centro %in% s1 & indicador.centro==1)->dxyph.mas

>data.frame(dxyph.mas[,14:18])->xsh.mas

>subset(DXYP, centro %in% s3 & indicador.centro==1)->dxyph.mz

>data.frame(dxyph.mz[,14:18])->xsh.mz

>colSums(XYPIW)->totalXYPIW

>c(totalXYPIW[14:18])->totalXh

># Est. a nivel centro,con información a nivel centro,

># m.a.s centros

>glh.C.mas=calib(xsh.mas,d=1/pi1.mas,totalXh,method="linear")

>glh.C.mas

[1] 1.0116019 1.0116019 2.5070918 0.7081213

[5] 0.7657556 0.7081213 0.7081213 0.7081213 ...

>Cal.glh.C.mas<-sum(gl.h.mas*(1/pi1.mas)*dxyph.mas[,19])

>Cal.glh.C.mas

[1] 299.2929

># Est. a nivel centro,con información a nivel centro,

># Midzuno centros

>glh.C.mz=calib(xsh.mz,d=1/pi1.mz,totalXh,method="linear")

>glh.C.mz

[1] 0.8966428 0.8966428 0.2533553 1.6795068

[7] 0.9716596 0.2533553 0.8966428 0.8966428 ...

>Cal.glh.C.mz<-sum(gl.h.mz*(1/pi1.mz)*dxyph.mz[,19])

>Cal.glh.C.mz

[1] 251.4239

A partir de los estimadores a nivel centro, con información a nivel centro, reponde-
ramos los pesos para calcular estimaciones a nivel alumno a partir del número de
alumnos de cada centro (tam.mas y tam.mz). Posteriormente calculamos los esti-
madores de la varianza a nivel centro, para m.a.s y muestro por Midzuno de centros.

># Est. a nivel alumno a partir de las estimaciones a nivel centro,

># m.a.s. centros

>wigl.h.mas<-gl.h.mas*(1/pi1.mas)
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>wigl.h.mas.p<-rep(wigl.h.mas,tam.mas)

>noCal.p.gl.mas<-sum(wigl.h.mas.p*xys.mas[,9])

>noCal.p.gl.mas

[1] 8792.576

>Vnocal.gl.h.mas<-varest(dxyph.mas[,19], xsh.mas, pi1.mas,

+ gl.h.mas/pi1.mas)

>Vnocal.gl.h.mas

[1] 5453.269

># Est. a nivel alumno a partir de las estimaciones a nivel centro,

># Midzuno centros

>wigl.h.mz<-gl.h.mz*(1/pi1.mz)

>wigl.h.mz.p<-rep(wigl.h.mz,tam.mz)

>noCal.p.gl.mz<-sum(wigl.h.mz.p*xys.mz[,9]); noCal.p.gl.mz

[1] 7558.498

>Vnocal.gl.h.mz<-varest(dxyph.mz[,19], xsh.mz, pi1.mz,

+ gl.h.mz/pi1.mz)

>Vnocal.gl.h.mz

[1] 4065.532

Para calcular los estimadores óptimos, a partir de las variables auxiliares: sexo y
nivel estudios del padre, a nivel persona, necesitamos los valores g (gl.SE.mas y
gl.SE.mz), estimadores del total (Calp.gl.SE.mas y Calp.gl.SE.mz) y de la varianza
(VCalp.gl.SE.mas y VCalp.gl.SE.mz), de igual manera que se realizó anteriormen-
te en el ejemplo de la sección 3.4.

>Calp.gl.SE.mas

[1] 7947.775

>VCalp.gl.SE.mas

[1] 154645.1

> Calp.gl.SE.mz

[1] 7426.54

>VCalp.gl.S.mz

[1] 135737.7

Calculamos los alphas óptimos a partir de los estimadores de las varianzas a nivel
centro y alumno.

># Alphas optimos

>alpha.l.mas<-(Vnocal.gl.h.mas)/(VCalp.gl.SE.mas+Vnocal.gl.h.mas)

>alpha.l.mas
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[1] 0.03406235

>alpha.l.mz<-(Vnocal.gl.h.mz)/(VCalp.gl.SE.mz+Vnocal.gl.h.mz)

>alpha.l.mz

[1] 0.03015906

Calculamos los estimadores óptimos del total y de la varianza de los estimadores, a
partir de los estimadores del total, a nivel centro y alumnos, y de los alphas óptimos
calculados anteriormente para la distancia linear.

>opt.p.gl.mas<-(1-alpha.l.mas)*Calp.gl.SE.mas +

+ (alpha.l.mas)*noCal.p.gl.mas

>opt.p.gl.mas

[1] 7976.551

>Vopt.p.gl.mas<-(1-alpha.l.mas)ˆ2*Vp.gl.SE.mas +

+ (alpha.l.mas)ˆ2*V.nocal.gl.h.mas

>Vopt.p.gl.mas

[1] 144294.1

>opt.p.gl.mz<-(1-alpha.l.mz)*Calp.gl.SE.mz +

+ (alpha.l.mz)*noCal.p.gl.mz

>opt.p.gl.mz

[1] 7398.143

>Vopt.p.gl.mz<-(1-alpha.l.mz)ˆ2*Vp.gl.SE.mz +

(alpha.l.mz)ˆ2*V.nocal.gl.h.mz

>Vopt.p.gl.mz

[1] 122974.3
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C.2 Funciones capı́tulo 2
Función calibecov (creada). Calcula la estimación de la covarianza utilizando el

método de los residuos.

###################################################

# Función calibecov, estimación de la covarianza" #

###################################################

calibecov<-function(Ys1,Ys2,Xs1,Xs2,total1,total2,pikl1,

pikl2,d1,d2,g1,g2,q1=rep(1,length(d1)),q2=rep(1,length(d2)),

with = FALSE, EPS = 1e-06)

{

stopifnot((ns <- length(g1)) >= 1)

stopifnot((ns <- length(g2)) >= 1)

piks1 = as.vector(diag(pikl1))

piks2 = as.vector(diag(pikl2))

if (is.data.frame(Xs1))

Xs1 = as.matrix(Xs1)

if (is.data.frame(Xs2))

Xs2 = as.matrix(Xs2)

if (!is.vector(Ys1))

Ys1 = as.vector(Ys1)

if (!is.vector(Ys2))

Ys2 = as.vector(Ys2)

if (is.matrix(Xs1))

n1 = nrow(Xs1)

else n1 = length(Xs1)

if (is.matrix(Xs2))

n2 = nrow(Xs2)

else n2 = length(Xs2)

#if (ns!=length(Ys)|ns!=length(Ys)|ns!=length(piks)|

ns != n | ns !=length(d))

# stop("The parameters have different sizes.\n")

w1 = g1 * d1

wtilde1 = w1 * q1

B1 = t(Xs1 * wtilde1)

beta1 = ginv(B1 %*% Xs1) %*% B1 %*% Ys1

e1 = Ys1 - Xs1 %*% beta1

w2 = g2 * d2

wtilde2 = w2 * q2

B2 = t(Xs2 * wtilde2)
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beta2 = ginv(B2 %*% Xs2) %*% B2 %*% Ys2

e2 = Ys2 - Xs2 %*% beta2

ei1<- rep(0,m); wi1<- rep(0,m); di1<- rep(0,m)

piksi1<- rep(0,m)

l<-1

for (i in 1:m) {

suma1<-0; suma2<-0; suma3<-0; suma4<-0

for (j in 1:hT[i]) {

suma1=suma1+e1[l]

suma2=suma2+w1[l]

suma3=suma3+d1[l]

suma4=suma4+piks[l]

l<-l+1

}

ei1[i]<- suma1/hT[i]

wi1[i]<- suma2/hT[i]

di1[i]<- suma3/hT[i]

piksi1[i]<- suma4/hT[i]

}

ss <- 0

for (k in 1:ns) {

ss2 <- 0

for (l in 1:ns) if (!with)

ss2 <- ss2+(1-piksi1[k]*
piks2[l]/pikl2[k,l])*wi1[k]*ei1[k]*w2[l]*e2[l]

else ss2<-ss2+(1-piksi1[k]*piks2[l]/pikl2[k,l])*
di1[k]*ei1[k]*d2[l]*e2[l]

ss<-ss+ss2

}

list( ecovar = as.numeric(ss))

}

##################################################

# Programa "Comparativa de estimadores para EPF" #

##################################################

# Selecionamos carpeta de trabajo

setwd("H:/EPF")

# Inicializo la simulación
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a<-0

while (a<1){

# Número de simulaciones

nsim<-1000

# Cargo en memoria los datos

# Datos normales

read.table("datos/XYP.txt")->XYP

# Datos dicotómicos

read.table("datos/DXYP.txt")->DXYP

# Datos integrados

read.table("datos/XYPIW.txt")->XYPIW

# Guardo en memória el número de Conglomarados

nlevels(factor(XYP[,1]))->M

# Guardo en memória el total de la variable de interés

totalp<-sum(XYP[,9])

# Inicializo salidas

arcsal<-"estimadores"

arcsal2<-"muestra"

salres<- "resumen.txt"

# Inicilizo totales

colSums(DXYP)->totalXY

c(totalXY[3:8])->totalXp

colSums(XYPIW)->totalXYPIW

c(totalXYPIW[9:11])->totalXh

c(totalXp,totalXh)->totalXiwp

# Tamaños muestras conglomerados

tam<-c(25,50,75,100,150,200,250)

# Simulación por tamaño

for (m in tam) {

# Salidas

sal <- paste(arcsal,m,".txt",sep="")

sal2<- paste(arcsal2,m,".txt",sep="")
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sim<-1

while (sim<=nsim){

# Inicializo g-pesos

HTp<-0; Cal.p.gr<-0;noCal.p.gr<-0;Cal.iw.p.gr<-0

Calpgr<-0; Caliwpgr<-0

# Selecionamos la muestra por m.a.s.

sample(M,m)->s

#Seleccionamos los datos para la muestra

# Para unidades

subset(XYP, XYP[,1] %in% s)->xys

subset(DXYP, DXYP[,1] %in% s)->dxys

subset(XYPIW, XYPIW[,1] %in% s)->xysiw

# Para conglomerados

subset(DXYP, DXYP[,1] %in% s & DXYP[,15]==1)->dxysh

subset(XYPIW, XYPIW[,1] %in% s & XYPIW[,15]==1)->xysiwh

# Convertimos los dataframes en matrices

as.matrix(xys)->xys

as.matrix(dxys)->dxys

as.matrix(xysiw)->xysiw

as.matrix(dxysh)->dxysh

as.matrix(xysiwh)->xysiwh

# Seleccionamos las variables a nivel persona y hogar

data.frame(dxys[,3:8])->xsp

data.frame(dxysh[,9:11])->xsh

data.frame(xysiw[,3:11])->xsiwp

data.frame(xysiwh[,3:11])->xsiwph

# Número de unidades

nrow(dxys)->n

# Número de conglomerados seleccionados

nrow(dxysh)->kk #tiene que ser m

# Pesos-unidad iguales a pesos-hogar

Hpiks<-rep(m/M,kk)

piks<-rep(m/M,n)
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# Variables de interés individuo-conglomerado

xys[,9]->yp

dxysh[,13]->yh

# Estimadores

# Horvitz-Thopmson individuo

HT.p<-sum(yp*(1/piks))

# Horvitz-Thopmson hogar

HT.h<-sum(yh*(1/Hpiks)) #HT nivel persona

#Estimadores a nivel unidad con informacion a nivel unidad

# calibrado linear individuo

gl=calib1(xsp,d=1/piks,totalXp,method="linear")

Cal.p.gl<-sum((1/piks)*gl*yp)

# calibrado raking individuo

gr=calib1(xsp,d=1/piks,totalXp,method="raking")

Cal.p.gr<-sum((1/piks)*gr*yp)

# calibrado logit individuo

gt=calib1(xsp,d=1/piks,totalXp,method="logit")

Cal.p.gt<-sum((1/piks)*gt*yp)

# Número de unidades en el conglomerado

hT<-dxysh[,2]

#Calculo los pesos medios por conglomerado

(1/piks)*gl->wgl

(1/piks)*gr->wgr

(1/piks)*gt->wgt

hwgl<- rep(0,m); hwgr<- rep(0,m); hwgt<- rep(0,m)

k<-1

for (i in 1:m) {

suma1<-0;suma2<-0;suma3<-0

for (j in 1:hT[i]) {

suma1=suma1+wgl[k]

suma2=suma2+wgr[k]
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suma3=suma3+wgt[k]

k<-k+1

}

hwgl[i]<- suma1/hT[i]

hwgr[i]<- suma2/hT[i]

hwgt[i]<- suma3/hT[i]

}

# Estimadores (no calibrados a nivel) conglomerado

noCal.h.gl<-sum(hwgl*yh) # linear

noCal.h.gr<-sum(hwgr*yh) # raking

noCal.h.gt<-sum(hwgt*yh) # logit

#Est. cali. a nivel conglomerado

#con informacion a nivel conglomerado

glh=calib1(xsh,d=1/Hpiks,totalXh,method="linear")

Cal.h.gl<-sum(glh*(1/Hpiks)*yh)

grh=calib1(xsh,d=1/Hpiks,totalXh,method="raking")

Cal.h.gr<-sum(grh*(1/Hpiks)*yh)

gth=calib1(xsh,d=1/Hpiks,totalXh,method="logit")

Cal.h.gt<-sum(gth*(1/Hpiks)*yh)

# Calculo pesos que ponderan el estimador a nivel hogar

# Linear

wil<- glh*(1/Hpiks)

wkil <- rep(wil, hT); wkil<- as.vector(wkil)

noCal.p.gl<-sum(wkil*yp)

# raking

wir<- grh*(1/Hpiks)

wkir <- rep(wir, hT); wkir<- as.vector(wkir)

noCal.p.gr<-sum(wkir*yp)

# logit

wit<- gth*(1/Hpiks)

wkit <- rep(wit, hT); wkit<- as.vector(wkit)

noCal.p.gt<-sum(wkit*yp)
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# Estimador Estevao-Sardall

xsiwp<-as.matrix(xsiwp); dk<-as.vector(1/piks)

gliw<-rep(0,n); gliw<-as.vector(gliw);

gliw=calib1(xsiwp,d=dk,totalXiwp,method="linear")

griw<-rep(0,n); griw<-as.vector(griw);

griw=calib1(xsiwp,d=dk,totalXiwp,method="raking")

gtiw<-rep(0,n); gtiw<-as.vector(gtiw);

gtiw=calib1(xsiwp,d=dk,totalXiwp,method="logit")

# Elimino g nulos

if (!is.null(gliw) & !is.null(gl) & !is.null(glh) &

!is.null(griw) & !is.null(gr) & !is.null(grh) &

!is.null(gtiw) & !is.null(gt) & !is.null(gth))

{

# Individuos

Cal.iw.p.gl<-sum((1/piks)*gliw*yp)

Cal.iw.p.gr<-sum((1/piks)*griw*yp)

Cal.iw.p.gt<-sum((1/piks)*gtiw*yp)

# Conglomerado

Cal.iw.h.gl<-sum((1/piks)*gliw*dxys[,13]*dxys[,15])

Cal.iw.h.gr<-sum((1/piks)*griw*dxys[,13]*dxys[,15])

Cal.iw.h.gt<-sum((1/piks)*gtiw*dxys[,13]*dxys[,15])

# Sacamos estimadores en tex

write.table(data.frame(m,n,totalp,round(HT.p,2),round(Cal.p.gl,2),

round(noCal.p.gl,2),round(Cal.iw.p.gl,2),round(Cal.p.gr,2),

round(noCal.p.gr,2),round(Cal.iw.p.gr,2),round(Cal.p.gt,2),

round(noCal.p.gt,2),round(Cal.iw.p.gt,2),round(HT.h,2),

round(Cal.h.gl,2),round(noCal.h.gl,2),round(Cal.iw.h.gl,2),

round(Cal.h.gr,2),round(noCal.h.gr,2),round(Cal.iw.h.gr,2),

round(Cal.h.gt,2),round(noCal.h.gt,2),round(Cal.iw.h.gt,2)),

sal, append =TRUE,row.names=FALSE,col.names=FALSE, quote = FALSE)

write(s,sal2,append=TRUE, ncol=m)

sim <- sim + 1

}
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}#del while

sim <- sim

}#del for en m

for (m in tam)

{

ent <- paste(arcsal,m,".txt",sep="")

read.table(ent)->resu

# Estimador óptimo simulaciones individuos

# Linear

var(resu[,5])*(length(resu[,5])-1)/(length(resu[,5]))->vp1

var(resu[,6])*(length(resu[,6])-1)/(length(resu[,6]))->vp2

cov(resu[,5],resu[,6])*(length(resu[,5])-1)/(length(resu[,5]))->covp12

alpha.p.l<-(vp2-covp12)/(vp1+vp2-2*covp12)

opt.p.gl<- rep(0,nsim)

for (j in 1:nsim) {

opt.p.gl[j]<-alpha.p.l*resu[j,5]+(1-alpha.p.l)*resu[j,6]

}

# Raking

var(resu[,8])*(length(resu[,8])-1)/(length(resu[,8]))->vp3

var(resu[,9])*(length(resu[,9])-1)/(length(resu[,9]))->vp4

cov(resu[,8],resu[,9])*(length(resu[,8])-1)/(length(resu[,8]))->covp34

alpha.p.r<-(vp4 - covp34)/(vp3 + vp4 - 2*covp34)

opt.p.gr<- rep(0,nsim)

for (j in 1:nsim) {

opt.p.gr[j]<-alpha.p.r*resu[j,8]+(1-alpha.p.r)*resu[j,9]

}

# Logit

var(resu[,11])*(length(resu[,11])-1)/(length(resu[,11]))->vp5

var(resu[,12])*(length(resu[,12])-1)/(length(resu[,12]))->vp6

cov(resu[,11],resu[,12])*(length(resu[,11])-1)/(length(resu[,11]))->covp56

alpha.p.t<-(vp6 - covp56)/(vp5 + vp6 - 2*covp56)

opt.p.gt<- rep(0,nsim)

for (j in 1:nsim) {

opt.p.gt[j]<-alpha.p.t*resu[j,11]+(1-alpha.p.t)*resu[j,12]

}

# Estimador óptimo simulaciones Conglomerado

# Linear

var(resu[,15])*(length(resu[,15])-1)/(length(resu[,15]))->vh1

var(resu[,16])*(length(resu[,16])-1)/(length(resu[,16]))->vh2
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cov(resu[,15],resu[,16])*(length(resu[,15])-1)/(length(resu[,15]))->covh12

alpha.h.l<-(vh2 - covh12)/(vh1 + vh2 - 2*covh12)

opt.h.gl<- rep(0,nsim)

for (j in 1:nsim) opt.h.gl[j]<-alpha.h.l*resu[j,15]+(1-alpha.h.l)*resu[j,16]

# Raking

var(resu[,18])*(length(resu[,18])-1)/(length(resu[,18]))->vh3

var(resu[,19])*(length(resu[,19])-1)/(length(resu[,19]))->vh4

cov(resu[,18],resu[,19])*(length(resu[,18])-1)/(length(resu[,18]))->covh34

alpha.h.r<-(vh4 - covh34)/(vh3 + vh4 - 2*covh34)

opt.h.gr<- rep(0,nsim)

for (j in 1:nsim) opt.h.gr[j <-alpha.h.r*resu[j,18]+(1-alpha.h.r)*resu[j,19]

# Logit

var(resu[,21])*(length(resu[,21])-1)/(length(resu[,21]))->vh5

var(resu[,22])*(length(resu[,22])-1)/(length(resu[,22]))->vh6

cov(resu[,21],resu[,22])*(length(resu[,21])-1)/(length(resu[,21]))->covh56

alpha.h.t<-(vh6 - covh56)/(vh5 + vh6 - 2*covh56)

opt.h.gt<- rep(0,nsim)

for (j in 1:nsim) opt.h.gt[j]<-alpha.h.t*resu[j,21]+(1-alpha.h.t)*resu[j,22]

file.remove(ent)

write.table(data.frame(resu,round(opt.p.gl,2),round(opt.p.gr,2),

round(opt.p.gt,2),round(opt.h.gl,2),round(opt.h.gr,2),

round(opt.h.gt,2),round(alpha.p.l,4),round(alpha.p.r,4),

round(alpha.p.t,4),round(alpha.h.l,4),round(alpha.h.r,4),

round(alpha.h.t,4)),ent,append =TRUE,row.names=FALSE,

col.names=FALSE, quote = FALSE)

}

for (m in tam){

ent <- paste(arcsal,m,".txt",sep="")

read.table(ent)->resu

ncol(resu)-9->nesti

rep(0,nesti)->rb

rep(0,nesti)->mse

for (j in 1:nesti) rb[j]<- sum(resu[,j+3]-resu[,3])/resu[1,3]

for (j in 1:nesti) mse[j]<- sum((resu[,j+3]-resu[,3])ˆ2)

re <- mse/mse[1]

mean(resu[,2])->np

write.table(data.frame(m, np, round(rb,4), round(mse,0),

153



C. ANEXO. FUNCIONES EN R

round(re,4)), salres,append=TRUE,row.names=FALSE,col.names=FALSE,

quote = FALSE)

}

read.table("resumen.txt")->bb

if(bb[4,5]<bb[21,5] && bb[7,5]<bb[22,5] && bb[10,5]<bb[23,5]) a<-0

if(bb[4,5]>=bb[21,5] && bb[7,5]>=bb[22,5] && bb[10,5]>=bb[23,5]) a<-1

}
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C.3 Funciones capı́tulo 3
####################################################

# mk "estimador de calibración para no respuesta" #

####################################################

calmk<-function (Xr, Xs, dr, ds, q = rep(1, length(dr)))

{

EPS = .Machine$double.eps

am=(as.vector(t(ds) %*% Xs))

bm=ginv(t(Xr * dr * q) %*% Xr, tol = EPS)

m = q * as.vector(Xr %*% (bm%*%am))

return(m)

}

###############################################

# "Selección de valores sin datos faltantes" #

###############################################

subset(XYP ,!is.na(XYP[,1])==TRUE & !is.na(XYP[,2])==TRUE &

!is.na(XYP[,3])==TRUE )->k

write.table(k, file = "XYP.SinNA.txt", sep = " ",

row.names = FALSE, col.names = FALSE)

############################################

# "Creación de una variable dicotómica #

# con un porcentaje de falta de respuesta" #

############################################

# Por ejemplo un 40% de f.r. con un tamaño de 20000 unidades

na.p<-0.40

a.p<-runif(1)

b.p<-1-na.p-a.p

sample(c(0,1,NA), 20000, replace=T, prob=c(a.p,b.p,na.p))->fr40

##################################################

# Programa "Cálculo de indicadores para una v.a."#

##################################################

calculos.1 <- function (xys, xys.sinNA, yp.sinNA, piks, pikr)

{

y.k=yp.sinNA

y.media.r.d=sum((1/pikr)*y.k)/sum((1/pikr))

P=sum((1/pikr))/sum((1/piks))

S.2.y=sum((1/pikr)*(y.k-y.media.r.d)ˆ2)/sum((1/pikr))

S.y=sqrt(S.2.y)

155



C. ANEXO. FUNCIONES EN R

m.k.r= as.vector(t(sum((1/piks)*xys[,i])) /

(sum((1/pikr)*xys.sinNA[,i]%*% t(xys.sinNA[,i]))))*xys.sinNA[,i]

m.k.s= as.vector(t(sum((1/piks)*xys[,i])) /

(sum((1/pikr)*xys.sinNA[,i]%*% t(xys.sinNA[,i]))))*xys[,i]

m.media.r.d=sum((1/pikr)*m.k.r)/sum(1/pikr)

m.media.s.d=sum((1/piks)*m.k.s)/sum(1/piks)

S.2.m=sum((1/pikr)*(m.k.r-m.media.r.d)ˆ2)/sum((1/pikr))

S.m=sqrt(S.2.m)

cv.m= S.m / m.media.r.d

cov.y.m=sum((1/pikr)*(m.k.r-m.media.r.d)*(y.k-y.media.r.d))/

sum((1/pikr))

R.y.m = (cov.y.m)/(S.y*S.m)

y.k=yp.sinNA

x.media.r.d=sum((1/pikr)*xys.sinNA[,i])/sum((1/pikr))

x.media.s.d=sum((1/piks)*xys[,i])/sum((1/piks))

delta.A=t(x.media.r.d-x.media.s.d)*(sum((1/pikr)*xys.sinNA[,i]*y.k ))/

(sum((1/pikr)*xys.sinNA[,i] %*%t(xys.sinNA[,i])))

H0= delta.A/S.y

H1=abs(delta.A)/S.y

H2= R.y.m*cv.m

H3=cv.m

v=c(i,H0,H1,H2,H3)

write.table(t(v), file = "v.txt", sep = " ", append =TRUE,

row.names = FALSE, col.names = FALSE)

}

##################################################

# Programa "Cálculo de indicadores para dos v.a."#

##################################################

calculos.2 <- function (xys, xys.sinNA, yp.sinNA, piks, pikr)

{

y.k=yp.sinNA

y.media.r.d=sum((1/pikr)*y.k)/sum((1/pikr))

P=sum((1/pikr))/sum((1/piks))

S.2.y=sum((1/pikr)*(y.k-y.media.r.d)ˆ2)/sum((1/pikr))

S.y=sqrt(S.2.y)

as.matrix(data.frame(xys[,i],xys[,j])) -> xys.ij

as.matrix(data.frame(xys.sinNA[,i],

xys.sinNA[,j]))->xys.sinNA.ij

m.k.r= as.vector(t(sum((1/piks)*xys.ij )) /

(sum((1/pikr)* xys.sinNA.ij %*% t(xys.sinNA.ij))))*
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xys.sinNA.ij

m.k.s= as.vector(t(sum((1/piks)*xys.ij)) /

(sum((1/pikr)*xys.sinNA.ij %*% t(xys.sinNA.ij))))*
xys.ij

m.media.r.d=sum((1/pikr)*m.k.r)/sum(1/pikr)

m.media.s.d=sum((1/piks)*m.k.s)/sum(1/piks)

S.2.m=sum((1/pikr)*(m.k.r-m.media.r.d)ˆ2)/sum((1/pikr))

S.m=sqrt(S.2.m)

cv.m= S.m / m.media.r.d

cov.y.m=sum((1/pikr)*(m.k.r-m.media.r.d)*
(y.k-y.media.r.d))/sum((1/pikr))

R.y.m = (cov.y.m)/(S.y*S.m)

y.k=yp.sinNA

x.media.r.d=sum((1/pikr)*xys.sinNA.ij)/sum((1/pikr))

x.media.s.d=sum((1/piks)*xys.ij)/sum((1/piks))

delta.A=t(x.media.r.d-x.media.s.d)*(sum((1/pikr)*
xys.sinNA.ij*y.k ))/

(sum((1/pikr)* xys.sinNA.ij %*%t(xys.sinNA.ij)))

H0= delta.A/S.y

H1=abs(delta.A)/S.y

H2= R.y.m*cv.m

H3=cv.m

v=c(i,j,H0,H1,H2,H3)

write.table(t(v), file = "v.txt", sep = " ", append =TRUE,

row.names = FALSE, col.names = FALSE)

}

Para el resto de variables se calculan de igual manera. Por ejemplo para 7 variables:

####################################################

# Programa "Cálculo de indicadores para siete v.a."#

####################################################

calculos.7 <- function (xys, xys.sinNA, yp.sinNA, piks, pikr)

{

y.k=yp.sinNA

y.media.r.d=sum((1/pikr)*y.k)/sum((1/pikr))

P=sum((1/pikr))/sum((1/piks))

S.2.y=sum((1/pikr)*(y.k-y.media.r.d)ˆ2)/sum((1/pikr))

S.y=sqrt(S.2.y)

as.matrix(data.frame(xys[,i],xys[,j],xys[,k],xys[,l],xys[,m],

xys[,n],xys[,o])) -> xys.ijklmno
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as.matrix(data.frame(xys.sinNA[,i],xys.sinNA[,j],xys.sinNA[,k],

xys.sinNA[,l], xys.sinNA[,m], xys.sinNA[,n], xys.sinNA[,o]))->

xys.sinNA.ijklmno

m.k.r= as.vector(t(sum((1/piks)*xys.ijklmno ))/

(sum((1/pikr)* xys.sinNA.ijklmno %*% t(xys.sinNA.ijklmno))))*
xys.sinNA.ijklmno

m.k.s= as.vector(t(sum((1/piks)*xys.ijklmno))/(sum((1/pikr)*
xys.sinNA.ijklmno

%*% t(xys.sinNA.ijklmno)))) * xys.ijklmno

m.media.r.d=sum((1/pikr)*m.k.r)/sum(1/pikr)

m.media.s.d=sum((1/piks)*m.k.s)/sum(1/piks)

S.2.m=sum((1/pikr)*(m.k.r-m.media.r.d)ˆ2)/sum((1/pikr))

S.m=sqrt(S.2.m)

cv.m= S.m / m.media.r.d

cov.y.m=sum((1/pikr)*(m.k.r-m.media.r.d)*(y.k-y.media.r.d))/

sum((1/pikr))

R.y.m = (cov.y.m)/(S.y*S.m)

y.k=yp.sinNA

x.media.r.d=sum((1/pikr)*xys.sinNA.ijklmno)/sum((1/pikr))

x.media.s.d=sum((1/piks)*xys.ijklmno)/sum((1/piks))

delta.A=t(x.media.r.d-x.media.s.d)*(sum((1/pikr) *
xys.sinNA.ijklmno *y.k ))/(sum((1/pikr)* xys.sinNA.ijklmno

%*%t(xys.sinNA.ijklmno)))

H0= delta.A/S.y

H1=abs(delta.A)/S.y

H2= R.y.m*cv.m

H3=cv.m

v=c(i,j,k,l,m,n,o, H0,H1,H2,H3)

write.table(t(v), file = "v.txt", sep = " ", append =TRUE,

row.names = FALSE, col.names = FALSE)

}

######################################################

# Programa "Ordenación de variables según indicador" #

######################################################

ordena.1 <- function(ms){

#sort ordena de mayor a menor

ms[sort.list(ms[,2]),]->ms2

ms[sort.list(ms[,3]),]->ms3

ms[sort.list(ms[,4]),]->ms4

ms[sort.list(ms[,5]),]->ms5
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ord<-data.frame(t(ms2[,1]),t(ms2[,2]),t(ms3[,1]),t(ms3[,3]),

t(ms4[,1]),t(ms4[,4]), t(ms5[,1]),t(ms5[,5]))

write.table(ord, file = "ord.txt", sep = " ", append =TRUE,

row.names = FALSE, col.names = FALSE)

}

##########################################################

# Programa "Ordenación de dos variables según indicador" #

##########################################################

ordena.2 <- function(ms){

#sort ordena de mayor a menor

ms[sort.list(ms[,3]),]->ms2

ms[sort.list(ms[,4]),]->ms3

ms[sort.list(ms[,5]),]->ms4

ms[sort.list(ms[,6]),]->ms5

ordms2<-data.frame(t(ms2[,2]),t(ms2[,3]))

write.table(ordms2, file = "ordms2.txt", sep = " ",

append =TRUE, row.names = FALSE, col.names = FALSE)

}

...

########################################################

# Programa "Ordenación de 7 variables según indicador" #

########################################################

ordena.7 <- function(ms){

#sort ordena de mayor a menor

ms[sort.list(ms[,8]),]->ms2

ms[sort.list(ms[,9]),]->ms3

ms[sort.list(ms[,10]),]->ms4

ms[sort.list(ms[,11]),]->ms5

ordms7<-data.frame(t(ms2[,7]),t(ms2[,8]))

write.table(ordms7, file = "ordms7.txt", sep = " ",

append =TRUE, row.names = FALSE, col.names = FALSE)

}

Nota: Simulación para calcular las estimaciones por calibración según ordenación para cada indi-
cadorH0,H1,H2 yH3. Datosh0, ..., Datosh3 hacen referencia a los ficheros donde se han descrito
la ordenación de las variables auxiliares para cada indicador.
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############################################################

# Simulación Estimaciones por calibración según ordenación #

############################################################

library(MASS)

library(lpSolve)

library(sampling)

#Leemos los el orden de los datos según ordenación

read.table("Datosh0.txt")->datosh0

read.table("Datosh1.txt")->datosh1

read.table("Datosh2.txt")->datosh2

read.table("Datosh3.txt")->datosh3

# Leo datos sin fata de respuesta para las

# variables auxiliares

read.table("XYP.txt")->XYP

# Número de centros

nlevels(factor(XYP[,1]))->M

# Primer indicador H0

bb<-1

zz=nrow(datosh0)

while(bb<zz+1)

{

aa<-datosh0[bb,1]

m<-datosh0[bb,2]

#Muestra

sample(M,m)->s2

subset(XYP, XYP[,1] %in% s2)->xys; as.matrix(xys)->xys

n=nrow(XYP)

centro=XYP[,1]

Pob=429385

# m= 17445; M= 429385 (Alumnos matriculados en españa en 2006)

# p=0.04063

# probabilidades de inclusión

piks<-rep(n/Pob,nrow(xys))

yp<-xys[,16]

# Estimador de H-T

HT.p<-sum(yp*(1/piks))

# Leo orden de variables
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j<-datosh0[bb,3]

k<-datosh0[bb,4]

l<-datosh0[bb,5]

o<-datosh0[bb,6]

t<-datosh0[bb,7]

h<-datosh0[bb,8]

w<-datosh0[bb,9]

# Selecciono las muestras según v.a.

as.matrix(data.frame(xys[,j]))->xys.j

as.matrix(data.frame(xys[,j],xys[,k]))->xys.jk

as.matrix(data.frame(xys[,j],xys[,k],xys[,l]))->xys.jkl

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o]))->xys.jklo

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],xys[,t]))->

xys.jklot

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],xys[,t],

xys[,h]))->xys.jkloth

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],xys[,t],

xys[,h],xys[,w]))->xys.jklothw

# Totales

total<-c(637923, sum(xys[,5]*(1/piks)), sum(xys[,6]*(1/piks)),

sum(xys[,7]*(1/piks)), sum(xys[,8]*(1/piks)), sum(xys[,9]*(1/piks)),

sum(xys[,10]*(1/piks)))

# Selecciono totales por muestra

total.j<-c(total[j-3])

total.jk<-c(total[j-3],total[k-3])

total.jkl<-c(total[j-3],total[k-3],total[l-3])

total.jklo<-c(total[j-3],total[k-3],total[l-3],total[o-3])

total.jklot<-c(total[j-3],total[k-3],total[l-3],total[o-3],

total[t-3])

total.jkloth<-c(total[j-3],total[k-3],total[l-3],total[o-3],

total[t-3], total[h-3])

total.jklothw<-c(total[j-3],total[k-3],total[l-3],total[o-3],

total[t-3], total[h-3], total[w-3])

#Estimadores de calibración por variables auxilares

g1=calib(xys.j,d=1/piks,total.j,method="linear")

Ycalm1=sum((1/piks)*g1*yp)

g2=calib(xys.jk,d=1/piks,total.jk,method="linear")

Ycalm2=sum((1/piks)*g2*yp)
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g3=calib(xys.jkl,d=1/piks,total.jkl,method="linear")

Ycalm3=sum((1/piks)*g3*yp)

g4=calib(xys.jklo,d=1/piks,total.jklo,method="linear")

Ycalm4=sum((1/piks)*g4*yp)

g5=calib(xys.jklot,d=1/piks,total.jklot,method="linear")

Ycalm5=sum((1/piks)*g5*yp)

g6=calib(xys.jkloth,d=1/piks,total.jkloth,method="linear")

Ycalm6=sum((1/piks)*g6*yp)

g7=calib(xys.jklothw,d=1/piks,total.jklothw,method="linear")

Ycalm7=sum((1/piks)*g7*yp)

Ycalmh0<-c(round(HT.p,2), round(Ycalm1,2), round(Ycalm2,2),

round(Ycalm3,2), round(Ycalm4,2), round(Ycalm5,2), round(Ycalm6,2),

round(Ycalm7,2))

write.table(t(Ycalmh0), file = "RDFh0.txt", sep = " ", append =TRUE,

row.names = FALSE, col.names = FALSE)

bb=bb+1

}

# Segundo indicador H1

bb<-1

zz=nrow(datosh1)

while(bb<zz+1){

aa<-datosh1[bb,1]

m<-datosh1[bb,2]

sample(M,m)->s2

subset(XYP, XYP[,1] %in% s2)->xys; as.matrix(xys)->xys

n=nrow(XYP)

centro=XYP[,1]

Pob=429385

piks<-rep(n/Pob,nrow(xys))

yp<-xys[,16]

HT.p<-sum(yp*(1/piks))

j<-datosh1[bb,3]

k<-datosh1[bb,4]

l<-datosh1[bb,5]

o<-datosh1[bb,6]

t<-datosh1[bb,7]

h<-datosh1[bb,8]

w<-datosh1[bb,9]

as.matrix(data.frame(xys[,j])) -> xys.j

as.matrix(data.frame(xys[,j],xys[,k]))->xys.jk
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as.matrix(data.frame(xys[,j],xys[,k],xys[,l]))->xys.jkl

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o]))->xys.jklo

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],

xys[,t]))->xys.jklot

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],

xys[,t],xys[,h]))->xys.jkloth

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],

xys[,t],xys[,h],xys[,w]))->xys.jklothw

total<-c(637923, sum(xys[,5]*(1/piks)), sum(xys[,6]*(1/piks)),

sum(xys[,7]*(1/piks)), sum(xys[,8]*(1/piks)), sum(xys[,9]*(1/piks)),

sum(xys[,10]*(1/piks)))

total.j<-c(total[j-3])

total.jk<-c(total[j-3], total[k-3])

total.jkl<-c(total[j-3], total[k-3], total[l-3])

total.jklo<-c(total[j-3], total[k-3], total[l-3], total[o-3])

total.jklot<-c(total[j-3], total[k-3], total[l-3], total[o-3],

total[t-3])

total.jkloth<-c(total[j-3], total[k-3], total[l-3], total[o-3],

total[t-3], total[h-3])

total.jklothw<-c(total[j-3], total[k-3], total[l-3], total[o-3],

total[t-3], total[h-3], total[w-3])

g1=calib(xys.j,d=1/piks,total.j,method="linear")

Ycalm1=sum((1/piks)*g1*yp)

g2=calib(xys.jk,d=1/piks,total.jk,method="linear")

Ycalm2=sum((1/piks)*g2*yp)

g3=calib(xys.jkl,d=1/piks,total.jkl,method="linear")

Ycalm3=sum((1/piks)*g3*yp)

g4=calib(xys.jklo,d=1/piks,total.jklo,method="linear")

Ycalm4=sum((1/piks)*g4*yp)

g5=calib(xys.jklot,d=1/piks,total.jklot,method="linear")

Ycalm5=sum((1/piks)*g5*yp)

g6=calib(xys.jkloth,d=1/piks,total.jkloth,method="linear")

Ycalm6=sum((1/piks)*g6*yp)

g7=calib(xys.jklothw,d=1/piks,total.jklothw,method="linear")

Ycalm7=sum((1/piks)*g7*yp)

Ycalmh1<-c(round(HT.p,2), round(Ycalm1,2), round(Ycalm2,2),

round(Ycalm3,2), round(Ycalm4,2), round(Ycalm5,2), round(Ycalm6,2),

round(Ycalm7,2))

#Ycalmh1=Ycalmh1/1000

write.table(t(Ycalmh1), file = "RDFh1.txt", sep = " ", append =TRUE,

row.names = FALSE, col.names = FALSE)
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bb=bb+1

}

# Tercer indicador H2

bb<-1

zz=nrow(datosh2)

while(bb<zz+1){

aa<-datosh2[bb,1]

m<-datosh2[bb,2]

sample(M,m)->s2

subset(XYP, XYP[,1] %in% s2)->xys; as.matrix(xys)->xys

n=nrow(XYP)

centro=XYP[,1]

Pob=429385

# Los pesos del diseño: m= 17445; M= 429385 (Alumnos matriculados

# en españa en 2006) p=0.04063

piks<-rep(n/Pob,nrow(xys))

yp<-xys[,16]

HT.p<-sum(yp*(1/piks))

j<-datosh2[bb,3]

k<-datosh2[bb,4]

l<-datosh2[bb,5]

o<-datosh2[bb,6]

t<-datosh2[bb,7]

h<-datosh2[bb,8]

w<-datosh2[bb,9]

as.matrix(data.frame(xys[,j])) -> xys.j

as.matrix(data.frame(xys[,j],xys[,k])) -> xys.jk

as.matrix(data.frame(xys[,j],xys[,k],xys[,l])) -> xys.jkl

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o])) -> xys.jklo

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],

xys[,t])) -> xys.jklot

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],xys[,t],

xys[,h])) -> xys.jkloth

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],xys[,o],xys[,t],

xys[,h],xys[,w])) -> xys.jklothw

total<-c(637923, sum(xys[,5]*(1/piks)), sum(xys[,6]*(1/piks)),

sum(xys[,7]*(1/piks)), sum(xys[,8]*(1/piks)), sum(xys[,9]*(1/piks)),

sum(xys[,10]*(1/piks)))

total.j<-c(total[j-3])

total.jk<-c(total[j-3],total[k-3])
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total.jkl<-c(total[j-3],total[k-3],total[l-3])

total.jklo<-c(total[j-3],total[k-3],total[l-3],total[o-3])

total.jklot<-c(total[j-3],total[k-3],total[l-3],total[o-3],

total[t-3])

total.jkloth<-c(total[j-3],total[k-3],total[l-3],total[o-3],

total[t-3], total[h-3])

total.jklothw<-c(total[j-3],total[k-3],total[l-3],total[o-3],

total[t-3], total[h-3], total[w-3])

g1=calib(xys.j,d=1/piks,total.j,method="linear")

Ycalm1=sum((1/piks)*g1*yp)

g2=calib(xys.jk,d=1/piks,total.jk,method="linear")

Ycalm2=sum((1/piks)*g2*yp)

g3=calib(xys.jkl,d=1/piks,total.jkl,method="linear")

Ycalm3=sum((1/piks)*g3*yp)

g4=calib(xys.jklo,d=1/piks,total.jklo,method="linear")

Ycalm4=sum((1/piks)*g4*yp)

g5=calib(xys.jklot,d=1/piks,total.jklot,method="linear")

Ycalm5=sum((1/piks)*g5*yp)

g6=calib(xys.jkloth,d=1/piks,total.jkloth,method="linear")

Ycalm6=sum((1/piks)*g6*yp)

g7=calib(xys.jklothw,d=1/piks,total.jklothw,method="linear")

Ycalm7=sum((1/piks)*g7*yp)

Ycalmh2<-c(round(HT.p,2), round(Ycalm1,2), round(Ycalm2,2),

round(Ycalm3,2), round(Ycalm4,2), round(Ycalm5,2),

round(Ycalm6,2), round(Ycalm7,2))

write.table(t(Ycalmh2), file = "RDFh2.txt", sep = " ",

append =TRUE, row.names = FALSE, col.names = FALSE)

bb=bb+1

}

# Cuarto indicador H3

bb<-1

zz=nrow(datosh3)

while(bb<zz+1){

aa<-datosh3[bb,1]

m<-datosh3[bb,2]

sample(M,m)->s2

subset(XYP, XYP[,1] %in% s2)->xys; as.matrix(xys)->xys

n=nrow(XYP)

centro=XYP[,1]

Pob=429385
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# Los pesos del diseño: m= 17445; M= 429385

# (Alumnos matriculados en españa en 2006) p=0.04063

piks<-rep(n/Pob,nrow(xys))

yp<-xys[,16]

HT.p<-sum(yp*(1/piks))

j<-datosh3[bb,3]

k<-datosh3[bb,4]

l<-datosh3[bb,5]

o<-datosh3[bb,6]

t<-datosh3[bb,7]

h<-datosh3[bb,8]

w<-datosh3[bb,9]

as.matrix(data.frame(xys[,j])) -> xys.j

as.matrix(data.frame(xys[,j],xys[,k])) -> xys.jk

as.matrix(data.frame(xys[,j],xys[,k],xys[,l])) -> xys.jkl

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],

xys[,o])) -> xys.jklo

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],

xys[,o],xys[,t])) -> xys.jklot

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],

xys[,o],xys[,t],xys[,h])) -> xys.jkloth

as.matrix(data.frame(xys[,j],xys[,k],xys[,l],

xys[,o],xys[,t],xys[,h],xys[,w])) -> xys.jklothw

total<-c(637923, sum(xys[,5]*(1/piks)), sum(xys[,6]*(1/piks)),

sum(xys[,7]*(1/piks)), sum(xys[,8]*(1/piks)),

sum(xys[,9]*(1/piks)), sum(xys[,10]*(1/piks)))

total.j<-c(total[j-3])

total.jk<-c(total[j-3], total[k-3])

total.jkl<-c(total[j-3], total[k-3], total[l-3])

total.jklo<-c(total[j-3], total[k-3], total[l-3],

total[o-3])

total.jklot<-c(total[j-3], total[k-3], total[l-3],

total[o-3], total[t-3])

total.jkloth<-c(total[j-3], total[k-3], total[l-3], total[o-3],

total[t-3], total[h-3])

total.jklothw<-c(total[j-3], total[k-3], total[l-3], total[o-3],

total[t-3], total[h-3], total[w-3])

g1=calib(xys.j,d=1/piks,total.j,method="linear")

Ycalm1=sum((1/piks)*g1*yp)

g2=calib(xys.jk,d=1/piks,total.jk,method="linear")

Ycalm2=sum((1/piks)*g2*yp)
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g3=calib(xys.jkl,d=1/piks,total.jkl,method="linear")

Ycalm3=sum((1/piks)*g3*yp)

g4=calib(xys.jklo,d=1/piks,total.jklo,method="linear")

Ycalm4=sum((1/piks)*g4*yp)

g5=calib(xys.jklot,d=1/piks,total.jklot,method="linear")

Ycalm5=sum((1/piks)*g5*yp)

g6=calib(xys.jkloth,d=1/piks,total.jkloth,method="linear")

Ycalm6=sum((1/piks)*g6*yp)

g7=calib(xys.jklothw,d=1/piks,total.jklothw,method="linear")

Ycalm7=sum((1/piks)*g7*yp)

Ycalmh3<-c(round(HT.p,2), round(Ycalm1,2), round(Ycalm2,2),

round(Ycalm3,2), round(Ycalm4,2), round(Ycalm5,2),

round(Ycalm6,2), round(Ycalm7,2))

#Ycalmh3=Ycalmh3/1000

write.table(t(Ycalmh3), file = "RDFh3.txt", sep = " ",

append =TRUE, row.names = FALSE, col.names = FALSE)

bb=bb+1

}
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Variables auxiliares a nivel centro: tipo de escuela y el tipo de comunidad. Variables
auxiliares a nivel estudiante: sexo, nivel educativo madre, nivel de estudios del padre
y de mayor nivel educativo. Población PISA-ESPAÑA. Muestreo aleatorio simple . 67
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género y nivel educativo. Población EPF. Muestreo aleatorio simple. . . . . . . . . 62

171
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tamaño promedio de los conglomerados sobre B = 1000 repeticiones. Métodos de
calibración: lineal, raking y logit. Variable principal: Valor plausible en matemáti-
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A.4 Estimador de calibración Ỹcal (×10−3), Desviación relativa (DR) e Indicador H2 y
H3 (×103). Falta de respuesta 20 %. Variable de interés: Puntuación matemáticas . 105
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