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Resumen

En esta tesis se propone un nuevo m�etodo de visualizai�on multidimen-

sional para algoritmos evolutivos basado en el empleo de los mapas autoor-

ganizativos de Kohonen, y se demuestra su utilidad a trav�es de la apliai�on

del mismo a un onjunto de problemas t��pios del �area.

El objetivo del m�etodo es poder representar en un plano el espaio de

b�usqueda de un algoritmo evolutivo independientemente de su n�umero de

dimensiones. La visualizai�on puede ser �util en muhos aspetos, de entre los

que abe destaar la identi�ai�on de arater��stias de la poblai�on, la visu-

alizai�on del espaio explorado durante la ejeui�on de un algoritmo evolutivo

y la visualizai�on del espaio de b�usqueda de un problema. Eventualmente,

esto servir�a para poder esoger tanto los operadores omo los par�ametros de

un algoritmo evolutivo, y para omprobar si en efeto su funionamiento es

el deseado.

Abstrat

In this thesis a new method of multidimensional visualization for evolu-

tionary algorithms sets out based on the use of the Kohonen's Self-Organizing

Maps, and shows its utility through the appliation to a set of typial prob-

lems of the area.

The objetive of the method is to be able to represent in a plane the searh

spae of an evolutionary algorithm problem independently of its number of

dimensions. The visualization an be useful in many aspets as: identifying

population features, visualizing the spae searhed during a evolutionary al-

gorithm run and the visualization of a problem's entire searh spae. This

will let us to hoose operators and parameters for an evolutionary algorithm,

and to verify if the evolution proess is as desired.
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Cap��tulo 1

Introdui�on

En esta tesis se propone un nuevo m�etodo de visualizai�on multidimen-

sional para algoritmos evolutivos basado en el empleo de mapas autoorgani-

zativos, y se demuestra su utilidad a trav�es de su apliai�on a un onjunto

de problemas t��pios del �area.

El objetivo del m�etodo es poder representar en un plano el espaio de

b�usqueda de un algoritmo evolutivo independientemente de su n�umero de

dimensiones. Permite visualizar un espaio de b�usqueda ompleto o iertas

partes del mismo, omo, por ejemplo, las zonas exploradas durante su ejeu-

i�on o por las que se desplazan los individuos de una poblai�on en un instante

dado.

La visualizai�on puede ser �util en muhos aspetos, de entre los uales

aben destaar la identi�ai�on de arater��stias de la poblai�on, la visu-

alizai�on del espaio explorado durante una ejeui�on de un algoritmo evo-

lutivo y la visualizai�on del espaio de b�usqueda de un problema. Esto nos

servir�a para poder esoger tanto los operadores omo los par�ametros de un al-

goritmo evolutivo, y para omprobar omo funiona y si en efeto evoluiona

orretamente.

En este ap��tulo de introdui�on se muestra una motivai�on para el pre-

sente trabajo en la sei�on 1.1. En la sei�on 1.2, se realiza una breve revisi�on

de los oneptos b�asios aera de los algoritmos evolutivos (AE) . A on-

tinuai�on, en la sei�on 1.3, se hae una somera desripi�on de los trabajos

1



1 Introdui�on

existentes en uanto a visualizai�on de algoritmos evolutivos. Por �ultimo, en

la sei�on 1.4, se desribe la estrutura general de este trabajo.

1.1. Motivai�on del presente trabajo

Para ualquier problema en que las soluiones oupen un espaio de hasta

tres dimensiones es relativamente senillo poder dibujar el espaio de b�usque-

da del problema, y despu�es, las soluiones sobre diho espaio de b�usqueda.

En ambio, uando el n�umero de dimensiones es superior, puede ser dif��il

o imposible de representar. Para poder visualizar espaios de alta dimen-

sionalidad ser�a neesario alg�un m�etodo que nos permita pasar a un n�umero

de dimensiones adeuado a las apaidades de la visi�on humana. A estos

m�etodos se les denomina de proyei�on o de esalado dimensional.

La inteni�on de estos m�etodos es reduir no el n�umero de datos sino el

n�umero de dimensiones de los mismos. El objetivo que se persigue es repre-

sentar los datos originales, que poseen un elevado n�umero de dimensiones, on

un n�umero de dimensiones menor pero onservando las mismas propiedades

estad��stias. Las t�enias de proyei�on no solo reduen la omplejidad del

problema sino que tambi�en failitan las tareas de visualizai�on de los mismos

al ser representados en un espaio de baja dimensionalidad.

Mediante los m�etodos de proyei�on podremos rea una representai�on del

espaio de b�usqueda de un problema multidimensional para as�� poder repetir

ualquier proeso �util en el aso de problemas de menor dimensionalidad. En

nuestro aso, nos entraremos en las tareas de visualizai�on que permitan

obtener informai�on aera del espaio de b�usqueda de un problema o del

�area explorada por un algoritmo evolutivo durante su ejeui�on. Todo ello

on el objetivo de poder obtener alguna informai�on que nos permita mejorar

nuestro onoimiento del problema y ayude a resolverlo mejor o m�as r�apido.

2



Algoritmos evolutivos 1.2

1.2. Algoritmos evolutivos

La teor��a de la evolui�on fue desrita por Charles Darwin (Darwin, 1859)

veinte a~nos despu�es de su viaje por las islas Gal�apagos en el Beagle, en el libro

\Sobre el Origen de las Espeies por medio de la Selei�on Natural". Este libro

fue bastante pol�emio en su tiempo, y en ualquier aso es una desripi�on

inompleta de la evolui�on. La hip�otesis de Darwin, presentada junto on

Wallae, que lleg�o a las mismas onlusiones independientemente, es que

peque~nos ambios heredables en los seres vivos y la selei�on natural son los

dos hehos que provoan el ambio en la Naturaleza y la generai�on de nuevas

espeies. Pero Darwin desono��a u�al es la base de la herenia, pensaba que

los rasgos de un ser vivo eran omo un uido, y que los "uidos"de los dos

padres se mezlaban en la desendenia; esta hip�otesis ten��a el problema

de que al abo de ierto tiempo, una poblai�on tendr��a los mismos rasgos

intermedios, la denominada \at�astrofe del gris".

Fue Mendel quien desubri�o que los arateres se heredaban de forma dis-

reta, y que se tomaban del padre o de la madre, dependiendo de su ar�ater

dominante o reesivo. A estos arateres que pod��an tomar diferentes valores

se les llamaron genes, y a los valores que pod��an tomar, alelos. En realidad,

las teor��as de Mendel, que trabaj�o en total aislamiento, se olvidaron y no se

volvieron a redesubrir hasta prinipios del siglo XX. Adem�as, hasta 1930 el

genetiista ingl�es Robert Aylmer no relaion�o ambas teor��as, demostrando

que los genes mendelianos eran los que proporionaban el meanismo nee-

sario para la evolui�on.

M�as o menos por la misma �epoa, el bi�ologo alem�an Walther Flemming

desribi�o los romosomas omo iertos �lamentos en los que se agregaba

la romatina del n�uleo elular durante la divisi�on; poo m�as adelante se

desubri�o que las �elulas de ada espeie viviente ten��an un n�umero �jo y

arater��stio de romosomas.

Y no fue hasta los a~nos 50, uando Watson y Crik desubrieron que la

base moleular de los genes est�a en el ADN, �aido desoxirribonuleio. Los

romosomas est�an ompuestos de ADN, y por tanto los genes est�an en los
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romosomas.

Al �odigo gen�etio se le llama genotipo y al uerpo que onstruyen esas

prote��nas, modi�ado por la presi�on ambiental, la historia vital, y otros

meanismos dentro del romosoma, se llama fenotipo.

Esta es la base de la teor��a del neo-darwinismo, que a�rma que la historia

de la mayor��a de la vida est�a ausada por una serie de proesos que at�uan en

y dentro de las poblaiones: reprodui�on, mutai�on, ompetii�on y selei�on.

La evolui�on se puede de�nir entones omo ambios en el onjunto gen�etio

de una poblai�on.

Sin embargo, la selei�on natural no es la �unia forma de selei�on que

podemos enontrar en la Naturaleza. En diversas �areas, omo la eonom��a y

los merados, podemos ver �omo iertas empresas evoluionan, \aliment�andose"

unas de otras, oupando \nihos eon�omios", tal y omo desribe Brian

Arthur en (Arthur, 1990) y John Holland en (Holland, 1975). As�� mismo ex-

iste una teor��a sobre �omo evoluionan los \universos inaionarios" (Linde,

1994), seg�un la ual, universos on diferentes leyes f��sias ompiten entre s��,

resultando ganadores algunos de ellos, oupando as�� todo el espaio posi-

ble. Finalmente, inluso las ideas evoluionan (evolui�on mem�etia { memet-

i evolution) (Heylighen, 1992), ompitiendo por el espaio erebral, repro-

dui�endose y mutando: una idea puede ser una ani�on, una adena de texto

o una imagen de televisi�on.

En todos estos ejemplos de evolui�on es dif��il identi�ar un sustrato que

evoluiona, pero s�� enontramos muhas otras arater��stias que nos haen

pensar en ellos omo en alg�un tipo de evolui�on.

1.2.1. Desarrollo de la inform�atia evolutiva

Primera generai�on

Las primeras ideas para simular o imitar la evolui�on natural on el objeto

de resolver problemas vinieron de Von Neumann, inluso antes del desubrim-

iento del ADN. Von Neumann a�rm�o que la vida deb��a de estar apoyada por

un �odigo que a la vez desribiera omo se puede onstruir un ser vivo, y tal
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que ese ser reado fuera apaz de autorreproduirse; por tanto, un aut�omata

o m�aquina autorreprodutiva tendr��a que ser apaz, aparte de ontener las

instruiones para haerlo, de opiar tales instruiones a su desendenia.

Sin embargo, no fue hasta mediados de los a~nos inuenta, uando el

rompeabezas de la evolui�on fue pr�atiamente ompletado, uando Box

omenz�o a pensar en imitarla para, en su aso, mejorar proesos industriales.

La t�enia de Box (Box, 1957), denominada EVOP (Evolutionary Opera-

tion), onsist��a en elegir una serie de variables que reg��an un proeso indus-

trial. Sobre esas variables se reaban peque~nas variaiones que formaban un

hiperubo, variando el valor de las variables una antidad �ja. Se probaba

entones on ada una de las esquinas del hiperubo durante un tiempo, y

al �nal del periodo de pruebas, un omit�e humano deid��a sobre la alidad

del resultado. Es deir, se estaba apliando mutai�on y selei�on a los val-

ores de las variables, on el objeto de mejorar la alidad del proeso. Este

proedimiento se apli�o on �exito a algunas industrias qu��mias.

Un poo m�as adelante, en 1958, Friedberg y sus olaboradores pensaron

en mejorar el funionamiento de un programa usando t�enias evolutivas.

Para ello dise~naron un �odigo m�aquina de 14 bits, y ada programa ten��a 64

instruiones. Un programa llamado Herman, ejeutaba los programas rea-

dos, y otro programa, el Teaher o profesor, le mandaba a Herman ejeutar

otros programas y ver si los programas ejeutados hab��an realizado su tarea

o no. La tarea onsist��a en leer unas entradas, situadas en una posii�on de

memoria, y deb��an depositar el resultado en otra posii�on de memoria, que

era examinada al terminarse de ejeutar la �ultima instrui�on.

Para haer evoluionar los programas, Friedberg hizo que en ada posii�on

de memoria hubiera dos alternativas; para ambiar un programa, alternaba

las dos instruiones (que eran una espeie de alelos), o bien reemplazaba

una de las dos instruiones on una totalmente aleatoria.

En realidad, lo que estaba haiendo es usar mutai�on para generar nuevos

programas; al pareer, no tuvo m�as �exito que si hubiera busado aleatoria-

mente un programa que hiiera la misma tarea. El problema es que la mu-

tai�on sola, sin ayuda de la selei�on, hae que la b�usqueda sea pr�atiamente

5



1 Introdui�on

una b�usqueda aleatoria.

M�as o menos simult�aneamente, Bremmerman (Bremermann, 1962) trat�o de

usar la evolui�on para \entender los proesos de pensamiento reativo y

aprendizaje", y empez�o a onsiderar la evolui�on omo un proeso de apren-

dizaje. Para resolver un problema, odi�aba las variables del problema en

una adena binaria de 0s y 1s, y somet��a la adena a mutai�on, ambiando un

bit ada vez. Bremmerman trat�o de resolver problemas de minimizai�on de

funiones, aunque no est�a muy laro qu�e tipo de selei�on us�o y el tama~no y

tipo de la poblai�on. En todo aso, se llegaba a un punto, la \trampa de Brem-

merman", en el ual la solui�on no mejoraba; en intentos suesivos trat�o de

a~nadir entreruzamiento entre soluiones, pero tampoo obtuvo buenos re-

sultados. Una vez m�as, el simple uso de operadores que reen diversidad no es

su�iente para dirigir la b�usqueda gen�etia haia la solui�on orreta; y �esto

se logra apli�andolo a un onepto de la evolui�on darwiniano l�asio: por

mutai�on, se puede mejorar a un individuo; en realidad, la evolui�on at�ua a

nivel de poblai�on.

Segunda generai�on

El primer uso de proedimientos evolutivos en omputai�on se debe a

Reed, Toombs y Barielli (Toombs & Barrielli, 1967), que trataron de ha-

er evoluionar un tah�ur que jugaba a un juego de artas simpli�ado. Las

estrategias de juego onsist��an en una serie de 4 probabilidades de apuesta

alta o baja on una mano alta o baja, on uatro par�ametros de mutai�on

asoiados. Se manten��a una poblai�on de 50 individuos, y aparte de la mu-

tai�on, hab��a interambio de probabilidades entre dos padres. Es de suponer

que los perdedores se eliminaban de la poblai�on (tir�andolos por la borda).

Aparte de, probablemente, rear buenas estrategias, llegaron a la onlusi�on

de que el entreruzamiento no aportaba muho a la b�usqueda.

Los algoritmos gen�etios (AG) (Holland, 1975; Goldberg, 1989; Davis,

1991) fueron ideados por John Holland en los '60 y desarrollados e investi-

gados por Holland y sus olegas de la Universidad de Mihigan en los '60 y

'70. En ontraste on lo que otros investigadores intentaban, Holland no pre-
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tend��a resolver problemas espe���os, sino estudiar formalmente el fen�omeno

de la adaptai�on tal y omo ourre en la naturaleza, y desarrollar m�etodos

para apliar los meanismos de la adaptai�on natural a sistemas de om-

putadores. Holland, en su libro \Adaptation in natural and Arti�ial sys-

tems" (Holland, 1975) present�o el algoritmo gen�etio omo una abstrai�on

de la evolui�on biol�ogia y dio los prinipios te�orios para la adaptai�on on

algoritmos gen�etios.

M�as o menos a mediados de los a~nos 60, Rehenberg (Rehenberg, 1965;

Rehenberg, 1973) y Shwefel (Shwefel, 1975; Shwefel, 1977) desribieron

las estrategias de evolui�on (EE) (Shwefel, 1995; B�ak, 1996). Las es-

trategias de evolui�on son m�etodos param�etrios de optimizai�on, que tra-

bajan on poblaiones de romosomas ompuestos por n�umeros reales. Hay

diversos tipos de estrategias de evolui�on, que se ver�an m�as adelante. En la

m�as om�un, se rean nuevos individuos de la poblai�on a~nadiendo un vetor

mutai�on a los romosomas existentes en la poblai�on; en ada generai�on,

se elimina un porentaje de la poblai�on, y los restantes generan la poblai�on

total, mediante mutai�on y rue. La magnitud del vetor mutai�on se al-

ula adaptativamente. Una revisi�on sobre las estrategias evolutivas se puede

enontrar en B�ak, Ho�meister y Shwefel (B�ak et al. , 1991).

A partir de los a~nos 60 se han desarrollado algoritmos o m�etodos que

podr��amos llamar evolutivos modernos, y se han seguido investigando hasta

nuestros d��as. Algunos de ellos son simult�aneos a los algoritmos gen�etios,

pero se desarrollaron independientemente sin onoimiento unos de otros.

Uno de ellos, la programai�on evolutiva (PE) de Fogel, Owens y Walsh

(Walsh, 1966; Fogel, 1995), se inii�o omo un intento de usar la evolui�on para

rear m�aquinas inteligentes, que pudieran prever su entorno y reaionar ade-

uadamente a �el. Para simular una m�aquina pensante, se utiliz�o un aut�omata

elular. Un aut�omata elular es un onjunto de estados y reglas de transii�on

entre ellos, de forma que, al reibir una entrada, ambia o no de estado y

produe una salida.

Fogel trataba de haer aprender a estos aut�omatas a enontrar regulari-

dades en los s��mbolos que se le iban enviando. Como m�etodo de aprendizaje
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us�o un algoritmo evolutivo: una poblai�on de diferentes aut�omatas ompet��a

para hallar la mejor solui�on, es deir, predeir ual iba a ser el siguiente

s��mbolo de la seuenia on un m��nimo de errores; los peores 50% eran elimi-

nados ada generai�on, y sustituidos por otros aut�omatas resultantes de una

mutai�on de los existentes.

De esta forma, se lograron haer evoluionar aut�omatas que prede��an

algunos n�umeros primos (por ejemplo, uno de ellos, uando se le daban los

n�umeros m�as altos, respond��a siempre que no era primo; la mayor��a de los

n�umeros mayores de 100 son no primos). En ualquier aso, estos primeros ex-

perimentos demostraron el potenial de la evolui�on omo m�etodo de b�usque-

da de soluiones novedosas.

Finalmente, la programai�on gen�etia (PG) (Koza, 1992) se basa en

la evolui�on de programas. Normalmente la representai�on usada sigue la

sintaxis de programas en LISP, que esenialmente son �arboles uyos nodos

internos son operadores y los externos operandos. Este tipo de estrutura de

datos requiere el uso de operadores de mutai�on y rue espe���os.

Terera generai�on

Mihalewiz propuso en su libro \Geneti Algorithms + Data Stru-

tures = Evolution Programs" (Mihalewiz, 1996) presindir de la repre-

sentai�on usual de los individuos en la poblai�on (en adenas de bits o ve-

tores de n�umeros reales, omo se ven��a haiendo), y al mismo tiempo apliar

el paradigma prinipal de la programai�on proedural a la omputai�on evo-

lutiva: apliar algoritmos a estruturas de datos, ya que son distintas y deben

estar separadas, y formar programas evolutivos mediante la uni�on e intera-

i�on de ambos.

No obstante, la programai�on proedural no es el paradigma de progra-

mai�on m�as avanzado: hoy d��a, los lenguajes m�as utilizados son orientados

a objetos. La omputai�on evolutiva orientada a objetos podr��a de�nirse de

la siguiente forma: Algoritmos + estruturas de datos = Objetos Evolutivos

(OE). En la programai�on orientada a objetos, los algoritmos y las estru-

turas de datos a las que se aplian aquellos, se enuentran enapsulados en
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lases, y la interai�on on las instanias de esas lases se realiza a trav�es de

la interfaz de lase.

El nivel de abstrai�on que se onsigue haiendo uso de Objetos Evolu-

tivos es tal que, sin ser realmente algoritmos gen�etios, ni programas evolu-

tivos, ni programas gen�etios, ni otros paradigmas evolutivos de�nidos pre-

viamente, ualquiera de estos paradigmas puede llegar a implementarse.

1.3. Visualizai�on de algoritmos evolutivos

Implementar un algoritmo gen�etio para resolver un problema puede ser

relativamente senillo, pero analizar los resultados para desubrir si el pro-

eso es e�iente o no, o si puede ser mejorado, puede ser extremadamente

dif��il. Existe una multitud de opiones en uanto a representai�on, elei�on

de operadores y selei�on de par�ametros que pueden haer marar una gran

diferenia en uanto a la veloidad y la alidad de los resultados. El heho

de que muhas de estas opiones no sean independientes hae que el an�ali-

sis sea a�un m�as dif��il. Guardar toda la informai�on produidad por diho

algoritmo suele produir una inmensa antidad de datos que no pueden ser

analizados onvenientemente a mano. Se pueden seguir varios aminos para

realizar diho an�alisis:

1. Si hay suerte, las eleiones hehas uando se on�gura el algoritmo

ser�an lo su�ientemente buenas omo para no tener que reajustarlo,

siempre y uando los resultados que se obtengan umplan on los re-

querimientos de alidad y tiempo de ejeui�on que se estimen opor-

tunos.

2. Otro m�etodo puede ser seguir el onoimiento \a priori" sobre el prob-

lema en base a lo que han heho otros o nuestra propia experienia

anterior. As�� por ejemplo, se esoger��a una probabilidad de mutai�on

igual a uno dividido por el n�umero de genes, un operador de rue

est�andar, es deir, on�ar��amos en todas las soluiones que habitual-

mente suelen funionar.
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3. Otro m�etodo muy empleado es haer un peque~no onjunto de pruebas

en las que se va subiendo y bajando las tasas de apliai�on de iertos op-

eradores para ver si el algoritmo mejora o empeora. Este m�etodo omo

ha estudiado Jones (Jones, 1995) no es su�ientemente signi�ativo.

4. Otra solui�on es haer que el propio algoritmo vaya adaptando algunos

de sus par�ametros de forma autom�atia durante su ejeui�on (Corne

et al. , 1994; Tuson & Ross, 1998; Igel & Kreutz, 1999; Toussaint &

Igel, 2002).

5. Utilizar alg�un m�etodo estad��stio para desubrir la ombinai�on ide-

al de par�ametros y operadores, omo, por ejemplo, el an�alisis de la

varianza ANOVA (Castillo et al. , 2002; Rojas et al. , 2002).

Ninguna de las uatro primeras soluiones es satisfatoria desde el punto

de vista ient���o pues tratan ada ejeui�on del algoritmo evolutivo o-

mo una aja negra, y no se plantean �omo funiona en su interior. Hay un

reiente inter�es en la visualizai�on de algoritmos evolutivos (ECVW, 1999;

Romero et al. , 2000; Romero et al. , 2001; Romero et al. , 2002). El m�etodo

que aqu�� proponemos se basa en la observai�on de la evolui�on de la poblai�on

sobre una representai�on del espaio de b�usqueda reada mediante un mapa

autoorganizativo. El quinto m�etodo, aunque m�as ortodoxo desde el punto

de vista ient���o, tiene un oste omputaional muy elevado dada la gran

antidad de experimentos que puede ser neesario realizar y adem�as sigue sin

aportar informai�on aera de la forma de funionar del algoritmo. S�olo nos

ayuda a esoger los valores de los par�ametros de forma que su interai�on sea

�optima.

1.3.1. Estado del arte

De auerdo on Shine y Eik (Shine & Eik, 1997), la visualizai�on de

los algoritmos evolutivos puede ser �util para analizar en qu�e medida explo-

ran sus espaios de b�usqueda, analizar su onvergenia, permitirnos obtener
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algunas pistas sobre la forma de la funi�on objetivo y la din�amia de su fun-

ionamiento, y poder ajustar sus par�ametros. Las tres primeras uestiones

han sido tratadas en espe���amente en (Collins, 1997), (Collins, 1998b) y

(Shine & Eik, 1997), y m�as reientemente en (ECVW, 1999).

Trevor Collins en (Collins, 1996) propone un m�etodo de representai�on

denominado \Genotypi-Spae Mapping". Con �el pretende poder representar

poblaiones uya representai�on sean grandes onjuntos de datos binarios,

deimales, reales o de tipo adena que posean un elevado n�umero de dimen-

siones. Este m�etodo proporiona un mapeado lineal entre las adenas origi-

nales de la poblai�on, en el espaio de alta dimensionalidad, a pares o ternas

de oordenadas, de forma que la poblai�on pueda ser representada sobre un

diagrama de dispersi�on. El m�etodo propuesto es anal��tio y en omparai�on

on el algoritmo de Sammon obtienen tasas de error similares. En la �gura

1.1a podemos enontrar un ejemplo de omo se proyetan las 64 esquinas

de un hiperubo binario de dimensi�on 6, Z

6

2

, sobre el plano, y en la �gura

1.1b tenemos un ejemplo de omo se proyeta una poblai�on utilizando este

m�etodo.

Posteriormente, en (Collins, 1998b), intenta resolver el problema del ajuste

de par�ametros utilizando la visualizai�on del espaio de b�usqueda para per-

mitir guiar al algoritmo de forma interativa. Pero aunque este m�etodo puede

tener �exito a la hora de enontrar buenos resultados, sigue sin mejorar nue-

stro onoimiento de por qu�e funiona el algoritmo. El prinipal punto ao

de este m�etodo es el gran error que suele obtenerse al utilizar este m�etodo

de visualizai�on. Este m�etodo no permite visualizar el espaio de b�usqueda

explorado por un algoritmo durante su funionamiento, sino s�olo la repre-

sentai�on del todo el espaio de b�usqueda del problema, es deir, es poo

exible a la hora de esoger omo representar un espaio de b�usqueda.

Hartmut Pohlheim en (Pohlheim, 1999) sugiere un onjunto de m�etodos

de visualizai�on para tipos de datos que a los que seguir la pista a lo largo

de iertos intervalos de tiempo para poder observar el urso y el estado de

un algoritmo evolutivo. Estos tipos inluyen los genes y el valor de la funi�on

objetivo de los individuos, la distania entre individuos y otras estad��stias
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(a) Proyei�on de Z

6

2

(b) Proyei�on de una poblai�on

Figura 1.1: Gr�a�os de Trevor Collins. (a) Mapeado de las 64 esquinas de

un hiperubo binario de dimensi�on 6, Z

6

2

, sobre el plano. (b) Ejemplo de

proyei�on de una poblai�on utilizando el m�etodo desrito por Trevor Collins.

La posii�on india omo es el genotipo y el di�ametro del irulo es mayor

uanto mejor es el individuo.

aera de subpoblaiones que seguir a lo largo de periodos de tiempo que van

desde una generai�on a varias ejeuiones. Proporiona ejemplos de algunos

de las formas en que esto puede haerse empleando gr�a�os bidimensionales,

diagramas de barras e im�agenes en olor, todo ello implementado en Matlab

(The MathWorks, In, 1994). Aunque los m�etodos propuestos por Pohlheim

permiten una mejor omprensi�on de varios aspetos de un proeso evolutivo,

en ning�un aso permiten representar un espaio de b�usqueda multidimen-

sional. Algunos de los m�etodos que m�as se aproximar��an a nuestro objetivo

pueden los que se ven en la �gura 1.2. En la �gura 1.2a, la informai�on que

se da sobre ada individuo, salvo el mejor, es pr�atiamente nula pues s�olo

se apreia la media y desviai�on t��pia del valor de ada variable de las que

los omponen. Para problemas multimodales o multiobjetivo la media puede

no ser signi�ativa, ya que puede existir diversos sub�optimos. En el aso del

m�etodo de visualizai�on apliado al la funi�on de Rosenbrok (funi�on ba-

nana) que podemos ver en la �gura 1.2b, su prinipal inonveniente es que al
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(a) (b)

Figura 1.2: Gr�a�os de Hartmut Pohlheim. (a) Valor medio y desviai�on

de las variables de los individuos de una poblai�on. El mejor individuo

est�a destaado en negrita (b) Funi�on de Rosenbrok (funi�on banana).

Proyei�on 2D de una poblai�on reduiedo el n�umero de dimensiones del

problema desde las 10 originales a tan solo 2 usando el algoritmo de Sam-

mon.

utilizar el algoritmo de Sammon omo m�etodo de proyei�on, el proeso no es

repetible para nuevos individuos y debe volver a realizarse a ada generai�on

de forma que la imagen obtenida puede ser ompletamente diferente y no ser

omparable on la de las dem�as generaiones.

Mark A. Bedau estudia la atividad evolutiva a trav�es de los ambios

que tienen lugar en los genotipos. Para visualizar diha atividad representa

en un plano la atividad de los genotipos frente al tiempo. Los genotipos

m�as importantes dibujan una linea asendente, pareida a una ola. La forma

de las olas permite onoer datos aera de la evolui�on. As��, si aparee un

nuevo genotipo se eleva una nueva ola. La pendiente de la ola variar�a de

auerdo on la onentrai�on del genotipo en la poblai�on, aumentando la

pendiente uando aumenta la onentrai�on, y al rev�es, disminuyendo al aer

diha onentrai�on. En el aso extremo de que el genotipo desapareza, la

pendiente llegar�a a ero y la ola aabar�a. En la �gura 1.3 podemos ver un

gr�a�o de ejemplo. En sus trabajos (Bedau et al. , 1999; Bedau & Brown,
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(a) Gr�a�o expliativo (b) Ejemplo de ejeui�on

Figura 1.3: Gr�a�os de Mark A. Bedau. (a) Expliai�on del m�etodo de vi-

sualizai�on. (b) Ejemplo de la apliai�on del m�etodo a una ejeui�on de un

algoritmo evolutivo.

1999) utiliza Evita, un senillo modelo de vida arti�ial que onsiste en la

evolui�on de programas en lenguaje ensamblador que se auto-reproduen y

ompiten por el espaio, de forma pareida a omo suede en Tierra (Ray,

1992). Este m�etodo que puede ser e�az para seguir iertos ambios en la

estrutura de las soluiones no es e�az para aumentar nuestro onoimiento

sobre el espaio de b�usqueda ni sobre que �areas del mismo est�an siendo

exploradas.

J.J. Collins emplea en (Collins, 1999) el An�alisis de Componentes Prini-

pales omo m�etodo de proyei�on on el objetivo poder extraer arater��sti-

as signi�ativas en las variaiones de los datos produidos por un algoritmo

evolutivo. Se entra en el estudio de la e�ienia del proeso evolutivo y en

desubrir si este ha quedado atrapado en un �optimo loal. En la �gura 1.4

tenemos las proyeiones 3D de dos funiones de De Jong, la funi�on F2 uti-

lizando odi�ai�on binaria y la funi�on F6 (Rastrigin) empleando odi�ai�on

de tipo Gray. Este m�etodo de proyei�on, al emplear el An�alisis de Compo-

nentes Prinipales, tiene el mismo defeto que el algoritmo de Sammon, no

pueden proyetarse nuevos individuos sin volver a ejeutar el algoritmo.

Annie S. Wu en (Wu et al. , 1999b; Wu et al. , 1999a) desribe una

herramienta, VIS, para analizar los datos produidos por en una o varias
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(a) Funi�on F2 de De Jong (b) Funi�on F6 de De Jong

Figura 1.4: Gr�a�os de J.J. Collins. Camino reorrido por los mejores indi-

viduos obtenidos en la ejeui�on de un algoritmo gen�etio proyetados en 3D

empleando el An�alisis de Componentes Prinipales: (a) Funi�on F2 de De

Jong (b) Funi�on F6 de De Jong (Rastrigin).

ejeuiones de un algoritmo evolutivo. Permite mostrar las relaiones de par-

enteso entre individuos, as�� omo identi�ar el origen y las posiiones de

los genes en los que ha tenido lugar un rue o mutai�on. Para ello alma-

ena la historia ompleta de todas las generaiones de romosomas, genes

individuales y otros posibles tipos de esquemas. En la �gura 1.5 podemos

ver dos formas de visualizai�on que este programa aporta, una de ellas pro-

poriona una vista de una poblai�on, la otra de un ejeui�on ompleta. Esta

herramienta, aunque �util para el prop�osito para el que fue dise~nada no utiliza

ning�un m�etodo avanzado para representar los individuos. Estos se muestran

de forma individual y se utiliza un �odigo de olores para darnos informai�on

aera de ada uno de sus genes. De esta forma es dif��il extraer informai�on

�util respeto al espaio de b�usqueda que es nuestro prinipal objetivo.

Emma Hart y Peter Ross muestran en (Hart & Ross, 2001) un atualizado

estado del arte sobre visualizai�on de algoritmos evolutivos y presentan una

nueva herramienta para diho prop�osito, GAVEL. Esta es la m�as ompleta

desde el punto de vista del desubrimiento de la adena de aonteimientos

que dan lugar a la obteni�on de la solui�on. Su objetivo es visualizar los

enlaes evolutivos que se rean durante la evolui�on de una poblai�on. Para su

funionamiento es neesario modi�ar nuestro algoritmo evolutivo de forma

que almaene una serie de datos relativos a la ejeui�on. Una vez aabada

15
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(a) Vista de una poblai�on (VIS) (b) Vista de una ejeui�on (VIS)

Figura 1.5: Gr�a�os de la herramienta VIS, de Annie S. Wu. (a) Vista de

una poblai�on. (b) Vista de una ejeui�on.

�esta, GAVEL nos permite visualizar las relaiones �logen�etias existentes

entre individuos proedentes de diferentes generaiones mediante un �arbol

de herenia gen�etia. En este �arbol, que se entra en el mejor individuo

obtenido, podemos ver en qu�e generai�on se ha reado ada uno de sus genes

y a partir de qu�e padres y/o operadores gen�etios ha sido reado. En la

�gura 1.6 podemos ver a modo de ejemplo uno de estos �arboles reados por

el programa. Esta es una forma e�az de desubrir �omo y por medio de

qu�e operadores se llegan a onstruir las soluiones �optimas. Como en los

asos anteriores no permite obtener informai�on aera de la forma de un

espaio de b�usqueda o del �area explorada por un algoritmo evolutivo durante

su funionamiento.

Existen otras herramientas que failitan el proeso de visualizai�on, tales

omo GIGA (Dabs & Shoof, 1995), Gonzo (Collins, 1998a), (Wu et al.

, 1999a) o GAPlayground (Dolan, 1998). Todas proporionan gr�a�os de

evolui�on del �tness frente al tiempo. La mayor��a tambi�en muestran infor-

mai�on sobre el mejor individuo obtenido en ada generai�on. Para failitar

informai�on sobre el estado atual del AE, GIGA y GAPlayground permiten

volar la poblai�on en forma de matries de datos sobre �heros de texto.

Estas dos herramientas tambi�en muestran informai�on aera de los fenoti-

pos de los individuos dibujando el amino reorrido por un individuo para

16
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Figura 1.6: Gr�a�os de GAVEL, de Emma Hart y Peter Ross. Imagen gen-

erada por GAVEL que nos muestra la mejor solui�on enontrada y el �arbol

de herenia on los anestros de los que provienen sus omponentes.

iertos tipos de problemas, omo, por ejemplo, el TSP. Gonzo es la �unia de

ellas que soporta la visualizai�on del urso de un AE a trav�es del espaio

de b�usqueda, en el aso de problemas multidimensionales a trav�es de dia-

gramas de dispersi�on. VIS y GAVEL se entran m�as en permitirnos seguir

la evolui�on de las estruturas de datos y las relaiones entre individuos que

en la representai�on visual de dihas estruturas. Por desgraia ninguna de

ellas permite visualizar el espaio explorado por un algoritmo evolutivo ni el

espaios de b�usqueda b�usqueda en el aso de problemas multidimensionales,

osa que si permite en el aso de problemas de 1 a 3 dimensiones.
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1.4. Estrutura de la tesis

Tras este ap��tulo de introdui�on a la tesis, en el ap��tulo 2 se desribe

los algoritmos evolutivos, entr�andose en el paradigma de implementai�on

orientado a objetos y se desribe la bibliotea Objetos Evolutivos, que ser�a la

que utiliemos en los experimentos posteriores.

En el ap��tulo 3 se hae una lasi�ai�on de los m�etodos de visualizai�on

desde el punto de vista de lo que se ve, la estrutura de las soluiones o su al-

idad, y en funi�on del n�umero de generaiones que se visualizan simult�anea-

mente. En su segunda parte se un reorrido por los diferentes m�etodos de

esalado multidimensional que se han ido utilizando desde los a~nos 50 hasta

la atualidad.

Tras los anteriores ap��tulos en que se hae el estudio te�orio que soporta

esta tesis, en el ap��tulo 4 se aplia el m�etodo de visualizai�on fruto de esta

tesis a tres problemas l�asios del ampo de la omputai�on evolutiva: el

problema onemax, la funi�on de Rastrig��n y el problema de la mohila on

objeto de desubrir la forma de sus funiones de �tness y averiguar toda la

informai�on posible aera de sus espaios de b�usqueda.

En el ap��tulo 5 estudiamos el efeto de diversos operadores gen�etios

en visualizai�on. En este aso se ha esogido omo a modo de ejemplo un

algoritmo evolutivo para entrenar redes neuronales. Para ello se omparan

las visualizaiones de varias proyeiones de poblaiones obtenidas alterando

las tasas de apliai�on de varios operadores gen�etios. Al �nal del ap��tulo se

esboza brevemente lo que son las t�enias de reparto del �tness y se realiza

otra serie de experimentos para poder observar su efeto sobre una poblai�on

de forma visual.

Por �ultimo, en el ap��tulo 6, se muestran las onlusiones y prinipales

aportaiones las que ondue esta tesis junto a una serie de posibles tra-

bajos futuros por donde seguir avanzado en la visualizai�on de algoritmos

evolutivos.
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1.5. Conlusiones

En este ap��tulo se han presentado los oneptos b�asios en relai�on a

los pilares fundamentales de este trabajo: los algoritmos evolutivos y las

t�enias de visualizai�on. Tambi�en se hae un breve repaso a �omo se han

utilizado hasta ahora las t�enias de visualizai�on para ayudar a omprender

los algoritmos evolutivos. Por �ultimo, se desribe la organizai�on seguida para

redatar la presente memoria.
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Cap��tulo 2

Algoritmos Evolutivos

Durante la �ultima d�eada los m�etodos de optimizai�on han obrado m�as

importania debido, sobre todo, a que on ellos se pueden resolver iertos

problemas de ingenier��a que s�olo pueden abordarse mediante aproximai�on

en los omputadores atuales.

En el ap��tulo de introdui�on se ha desrito someramente la Teor��a de

la Evolui�on Natural, y se ha presentado ronol�ogiamente el desarrollo de

la inform�atia evolutiva desde sus iniios.

Los paradigmas evolutivos atuales est�an inspirados en la teor��a de la

evolui�on de Darwin (Darwin, 1859) e intentan emular en lo posible a la

Naturaleza. De esta forma, los romosomas y los genes se suelen asoiar

de alguna forma a adenas de bits (en AG (Goldberg, 1989; Mihalewiz,

1996)) o a vetores de n�umeros reales (EE (Shwefel, 1995)). Por otra parte,

diversas estrategias de selei�on (estado estaionario (Whitley, 1989) o (�; �)

(Shwefel, 1995)) imitan la selei�on natural.

Sin embargo, la selei�on natural no es la �unia forma de selei�on que

podemos enontrar en la Naturaleza. En diversas �areas, omo la eonom��a y

los merados, podemos ver �omo iertas empresas evoluionan, \aliment�andose"

unas de otras, oupando \nihos eon�omios", tal y omo desribe Brian

Arthur en (Arthur, 1990) y John Holland en (Holland, 1975).

As�� mismo existe una teor��a sobre �omo evoluionan los \universos ina-

ionarios" (Linde, 1994), seg�un la ual, universos on diferentes leyes f��sias

21



2 Algoritmos Evolutivos

ompiten entre s��, resultando ganadores algunos de ellos, oupando as�� todo

el espaio posible.

Finalmente, inluso las ideas evoluionan (evolui�on mem�etia {memeti

evolution{ (Heylighen, 1992)), ompitiendo por el espaio erebral, repro-

dui�endose y mutando: una idea puede ser una ani�on, una adena de texto

o una imagen de televisi�on.

En todos estos ejemplos de evolui�on es dif��il identi�ar un sustrato que

evoluiona, pero s�� enontramos muhas otras arater��stias que nos haen

pensar en ellos omo en alg�un tipo de evolui�on.

A pesar de que la mayor��a de los investigadores a�rman que los distin-

tos paradigmas de omputai�on evolutiva s�olo di�eren en uanto a la repre-

sentai�on y a los operadores de individuo y de poblai�on, no existe una visi�on

uni�ada para todos ellos, y muho menos una herramienta que lo uni�que.

En este ap��tulo se introduir�an los algoritmos evolutivos, entr�andonos

en la abstrai�on denominada \Objetos Evolutivos" (en lo suesivo OE),

que engloba todos los paradigmas de la omputai�on evolutiva, abstrayendo

las arater��stias omunes a todos los paradigmas.

En la siguiente sei�on (2.1) se lleva a abo una revisi�on de los prinipales

m�etodos utilizados para resolver problemas de optimizai�on, estudiando los

proedimientos de esalada (sei�on 2.1.1) y el enfriamiento simulado (sei�on

2.1.2), antes de introduir los algoritmos evolutivos (sei�on 2.1.3).

En la sei�on 2.2 se introdue el onepto de Computai�on Orientada a

Objetos, para pasar a presentar la abstrai�on de Objetos Evolutivos desri-

biendo sus fundamentos y sus prinipales arater��stias (seiones 2.2.1 y

2.2.2).

La sei�on 2.3 estudia a fondo los Objetos Evolutivos, desribiendo �omo

dise~nar un AE basado en OE, enumerando ada elemento que lo ompone y

desribi�endolos posteriormente.

Para terminar, en la sei�on 2.4 se apliar�an los m�etodos de�nidos en el

ap��tulo a la resolui�on de varios ejemplos \tipo" usando algoritmos evolu-

tivos basados en OE.
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Optimizai�on 2.1

2.1. Los Algoritmos Evolutivos en el Contex-

to de los Problemas de B�usqueda y Op-

timizai�on

Antes de entrar on detalle en la desripi�on de la abstrai�on de Obje-

tos Evolutivos onviene situar los algoritmos evolutivos en el maro de los

problemas de b�usqueda y optimizai�on, ompar�andolos on otros m�etodos

de optimizai�on bien onoidos, omo los proedimientos de esalada y de

enfriamiento simulado.

2.1.1. Proedimientos de esalada

Los m�etodos indiretos de resolui�on busan el �optimo llevando iterativa-

mente el valor de la funi�on objetivo en la direi�on de m�axima pendiente.

Proediendo de este modo se garantiza enontrar un �optimo loal o sub�opti-

mo (un m�aximo o m��nimo, esto es, un punto rodeado de puntos peores que

�el), aunque no neesariamente el �optimo global.

Este proedimiento de esalada ("hilllimbing") da lugar a algorit-

mos de resolui�on muy senillos, siempre y uando se disponga de una buena

t�enia de determinai�on del signo de la pendiente. Estos m�etodos usan una

t�enia iterativa de mejora, que es apliada a un s�olo punto (el punto atual)

en el espaio de b�usqueda. En ada iterai�on se determina una regi�on de

m�axima pendiente en la veindad del punto atual y se seleiona el mejor

punto de diha veindad; �esto suele ser m�as e�az que determinar direta-

mente la direi�on de m�axima pendiente. Si el nuevo punto proporiona un

valor de la funi�on objetivo estritamente mejor que el anterior se le onvierte

en el punto atual, en aso ontrario se elige alg�un otro veino. El m�etodo

termina uando no sea posible ninguna mejora.

En la �gura 2.1 se muestra un algoritmo simple de optimizai�on por

esalada.

Esta t�enia tiene dos serias desventajas, que van en detrimento de su

robustez. Primero, admite, de un modo u otro, que aunque no se pueda
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seleionar un punto de partida al azar X
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for t=0 to LimIteraiones
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while (NOT parar)
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)
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t

> E

t

) then

X

t

= P

t

E

t
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t

else

parar = TRUE

endwhile

endfor

Figura 2.1: Estrutura general de un algoritmo de esalada.

dar una forma errada a la funi�on objetivo, tiene sentido el onepto de

pendiente; ello restringe su ampo de apliai�on; adem�as, requiere que en todo

momento est�e ompletamente de�nida una direi�on preferente de b�usqueda.

En de�nitiva, por una ausa o por otra se preisa una gran antidad de

onoimiento espe���o. En segundo lugar, es esenialmente loal, esto es,

s�olo puede hallar sub�optimos y, lo que es peor, en el aso de que haya varios

(existe multimodalidad) el aabar en uno u otro depende del punto iniial,

siendo imposible determinar a priori a qu�e sub�optimo llevar�a un punto iniial

dado. Es m�as, no hay informai�on aera del error relativo ometido on

respeto al �optimo global. Esas dos arater��stias se resumen en que, por

un lado, esta t�enia de optimizai�on es muy e�iente pero por otro muy

espe���a. Las desventajas de la alta espei�idad no se logran ompensar

on la alta e�ienia, lo que la hae poo robusta.
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2.1.2. Enfriamiento simulado

La t�enia de enfriamiento simulado (\simulated annealing") (Korst,

1989) es un m�etodo inspirado en la Naturaleza. B�asiamente es una analog��a

del modo en que los materiales solidi�an en un ristal seg�un se van enfriando,

es deir, reduiendo su energ��a hasta un m��nimo de energ��a, ofreiendo m�axi-

ma resistenia, y la b�usqueda del �optimo de un problema. Metropolis et al.

(Teller, 1958) propusieron el m�etodo para enontrar la on�gurai�on en equi-

librio de una olei�on de �atomos a una temperatura dada. La onexi�on entre

este algoritmo y la minimizai�on matem�atia fue propuesta por Kirkpatrik

et al. (Vehi, 1983) omo una t�enia de optimizai�on para problemas om-

binaionales y otros tipos de problemas. Esta t�enia evita muhas de las

desventajas de los m�etodos de esalada: la solui�on no depende del punto

de iniio. Esto se onsigue introduiendo una probabilidad de aeptai�on del

nuevo punto, que ser�a 1 si el nuevo punto mejora al antiguo, o bien depen-

der�a de la diferenia entre los valores de bondad de ambos puntos, y de un

nuevo par�ametro llamado, por su analog��a al s��mil f��sio, temperatura. A

menor temperatura, menor es la probabilidad de aeptar un nuevo punto.

Durante la ejeui�on del algoritmo, la temperatura deree, y termina uan-

do se alanza un valor de la temperatura para el ual, virtualmente ya no se

van a aeptar m�as ambios.

En un problema t��pio de enfriamiento simulado, se de�ne la funi�on a

minimizar (funi�on de oste, f), y despu�es, a partir de una solui�on aleatoria

iniial, se van generando k diferentes soluiones (llamado n�umero de ambios)

que se omparan on la solui�on que en ese momento es la atual. La mejor

solui�on enontrada (menor oste) se adopta omo siguiente atual, aunque

una solui�on de mayor oste (peor) se adoptar�a on una probabilidad que

ir�a dereiendo on el tiempo, de auerdo al valor de la temperatura.

La b�usqueda realizada por el algoritmo at�ua del siguiente modo: se gen-

era un punto o estado, s

n

, a partir del anterior, s

0

, utilizando un operador de

ambio (generador de nuevos estados). Si el nuevo estado es mejor, se aepta.
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Si el nuevo es peor, se aeptar�a on una probabilidad de:

p

a

= e

�

�f(s)

T

(2.1)

donde �f(s) se de�ne omo el inremento de la funi�on de oste y T es la

temperatura. Diho par�ametro se va derementando paulatinamente medi-

ante una funi�on de redui�on de temperatura. La m�as simple es:

T

n+1

= �T

n

(2.2)

donde � es una onstante menor que 1. Este esquema exponenial de enfri-

amiento fue propuesto por Kirkpatrik et al. (Vehi, 1983) usando � = 0;95

Kirkpatrik (Kirkpatrik, 1984) sugiri�o que T

0

depende de f de auerdo

a:

T

0

= �

�f

�

lnp

a

(2.3)

donde �f

�

es el inremento en la funi�on objetivo observado y p

a

es la

probabilidad iniial de aeptai�on de la solui�on (se suele utilizar 0;8).

En la �gura 2.2 se muestra una versi�on del algoritmo de enfriamiento

simulado desrito en (Mihalewiz, 1996).

2.1.3. Algoritmos evolutivos

Los algoritmos evolutivos son una alternativa para resolver problemas

de optimizai�on omplejos. Aunque perteneen a la lase de algoritmos prob-

abil��stios, son muy diferentes de los algoritmos aleatorios, ya que ombinan

elementos de b�usqueda esto�astia y direta. Es por esto que son muho

m�as robustos que los algoritmos existentes de b�usqueda direta. Otro punto

a favor de los AE es que mantienen una poblai�on de posibles soluiones,

mientras que otros m�etodos se entran y proesan un s�olo punto del espaio

de b�usqueda, desartando los dem�as.

Los AE llevan a abo una b�usqueda multidireional manteniendo una
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n = 0

iniializar la temperatura T
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modi�ando s

o

alular f(s

n

)

�f = f(s

o

)� f(s

n

)

if (�f < 0) OR (random(0; 1) < e

�

�f

T

)

then s

o

= s

n

endfor

T = f

T

(T; n)

n = n+ 1

until (T < T

min

)

Figura 2.2: Estrutura general de un algoritmo de Enfriamiento Simulado.

poblai�on de soluiones poteniales, reando informai�on y haiendo un inter-

ambio de �esta en todas las direiones del espaio de b�usqueda. La poblai�on

simula una evolui�on: en ada generai�on las mejores soluiones se repro-

duen, mientras que las peores, desapareen. Para distinguir entre buenas y

malas soluiones, utilizamos una funi�on objetivo (de evaluai�on o \�tness")

que mide la alidad de la solui�on (la aproximai�on de un individuo a la

solui�on �optima).

2.2. Computai�on Evolutiva Orientada a Ob-

jetos

Uno de los libros m�as onoidos sobre Computai�on Evolutiva es \Geneti

Algorithms + Data Strutures = Evolution Programs" (Mihalewiz, 1996).

La propuesta que hae Mihalewiz sirve omo idea iniial para introduir el
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onepto de Objeto Evolutivo (OE), en uanto a que OE pretende eliminar

el problema de elegir una representai�on para resolver un problema y a la vez

posibilitar la apliai�on del paradigma prinipal de la programai�on proe-

dural a la omputai�on evolutiva: los algoritmos se aplian a las estruturas

de datos, ambos son distintos y deben estar separados, y juntos forman los

programas evolutivos (Merelo et al. , 1999; Shoenauer, 2000; Merelo et al. ,

2000).

Sin embargo, los lenguajes de m�as uso en la atualidad se basan en la

programai�on orientada a objetos. As��, en omputai�on orientada a objetos,

los algoritmos y las estruturas de datos a las que se aplian aquellos, se

enuentran enapsuladas en objetos, y la interai�on entre dihos objetos se

regula mediante una interfaz. Un objeto onoe su funionamiento interno,

pero quien quiera utilizarlo (el liente de ese objeto) deber�a haerlo a trav�es

de la funionalidad asoiada a la interfaz externa del objeto.

A ontinuai�on se presentar�a el onepto de Objeto Evolutivo, desribien-

do las arater��stias fundamentales que lo diferenian de otros paradigmas

de omputai�on evolutiva.

2.2.1. Objetos Evolutivos

Como se omentaba anteriormente, OE de�ne interfaes para todos los

objetos, de forma que quede restringido el modo en que unos usan a los otros.

A pesar de las restriiones que introduen dihas interfaes, �estas deben

dotar a los objetos de iertas arater��stias b�asias para poder haerlos

evoluionar. Estas arater��stias fundamentales inluyen que un objeto sea

repliable, mutable, ombinable y omparable. Estas propiedades se

usar�an omo analog��a omputaional para los tres riterios evolutivos de-

sritos por Maynard (Maynard-Smith, 1997) (heredabilidad, variabilidad y

feundidad). Examinemos m�as detalladamente ada una de ellas:

Repliabilidad. Es neesario poder obtener opias de un OE ualquiera,

ya sea por �el mismo o mediante el uso de otros objetos (repliadores).

Tambi�en deber��a ser posible rear OE desde ero (a trav�es de \fa-
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tor��as" de objetos).

Mutabilidad. Un OE debe poder mutar o modi�arse de forma que

se inremente la diversidad de un onjunto (poblai�on) de OE. Es-

to quiere deir que el OE, por s�� mismo o mediante un objeto uyo

ometido ser�a modi�ar otros objetos (objeto mutador), podr�a am-

biar de diversas formas, pero el funionamiento de dihos ambios no

tiene por qu�e onoerse desde fuera, ni tampoo tiene por qu�e haber

una representai�on espe���a para permitir una mutai�on de un obje-

to. B�asiamente el \liente" s�olo neesita saber que el objeto mutado

ambiar�a de alguna forma.

Combinabilidad. En algunos asos onvendr�a ombinar dos o m�as

OE para rear uno nuevo (de forma similar a omo funiona el rue

en los AG). Aunque esto no ser�a posible en todas las oasiones, uando

lo sea, la operai�on har�a dereer la diversidad, en el sentido que hae

los OE m�as pareidos entre s��. Tal y omo ourre on la mutai�on, el

funionamiento interno del rue no tiene por qu�e ser onoido por el

\liente".

Comparabilidad. Para deidir qu�e objetos son mejores que otros al

realizar una tarea en partiular, deber��an poderse omparar para de-

idir u�al de ellos es el mejor. Esto no signi�a que ada OE deba tener

un valor esalar de la funi�on de evaluai�on (para llevar a abo una

selei�on proporional al valor de la funi�on de evaluai�on), ni siquiera

que deba tener un valor expl��ito, simplemente debe poder determi-

narse ual es el mejor entre dos. As��, un objeto seletor puede eliminar

el peor y reproduir el mejor (mut�andolo o ruz�andolo on otros).

2.2.2. Innovaiones introduidas por Objetos Evolu-

tivos

Las prinipales diferenias que enontramos entre OE y otros paradigmas

de omputai�on evolutiva son (Merelo et al. , 1999; Shoenauer, 2000; Merelo
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et al. , 2000):

OE es independiente del paradigma, lo ual quiere deir que no es un

algoritmo gen�etio, ni un programa evolutivo, ni un programa gen�etio,

ni un enfriamiento simulado, pero que puede ser ualquiera de ellos, y

de heho todos esos paradigmas de la omputai�on evolutiva pueden

implementarse on OE.

Por ejemplo, para implementar un AG simple, el objeto mutador sim-

plemente deber��a ambiar el valor de iertos bits en la adena; el objeto

reprodutor apliar��a el proedimiento del operador de rue; una fun-

i�on de evaluai�on esalar permitir��a la omparai�on de dos OE, y a

partir de �este se podr��a apliar un proeso de selei�on (ruleta) para

reproduir los mejores y eliminar los peores individuos.

OE es independiente de la representai�on. OE no neesita informai�on

aera de �omo se representa una solui�on a un problema, sino sim-

plemente del heho de que �estas pueden ambiarse y si es onveniente,

ombinarse entre s��. De heho, OE no neesita representar las soluiones

de un modo diferente, simplemente odi�arlas en el lenguaje orienta-

do a objetos: una solui�on a un problema es un objeto (perteneiente

a ierta lase), que podr�a ser mutado, ombinado on otros de su lase

y omparado para estimar u�al es el mejor, lo ual es su�iente para

haerlo evoluionar.

OE es independiente del lenguaje de programai�on, lo ual quiere deir

que no neesita odi�ar las soluiones omo objetos de un lengua-

je orientado a objetos en partiular, tal y omo el paradigma de la

Programai�on Gen�etia hae (representa las soluiones en LISP). Las

soluiones se pueden programar en ualquier lenguaje orientado a ob-

jetos y haerlos evoluionar utilizando la bibliotea de OE del mismo

lenguaje. De heho, los OE se pueden programar en diferentes lengua-

jes de programai�on y haerlos evoluionar a la vez, usando modelos de

objetos independientes del lenguaje de programai�on, tales omo COM
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-Common Objet Model- de Mirosoft (Mirosoft, 2000) o CORBA -

Common Objet Request Broker Arhiteture- del Objet Management

Group (Henning & Vinoski, 1999; OMG, 2000).

OE es orientado a objetos desde la base: no s�olo el objeto o la lase del

individuo que se har�a evoluionar se programa seg�un este paradigma

de programai�on, sino tambi�en ualquier elemento que intervenga en la

evolui�on (operadores, seletores y los algoritmos mismos).

OE hae �enfasis en la modularidad a la hora de programar una apliai�on

evolutiva. Debido a que tanto los operadores omo el resto de entidades son

objetos, resulta f�ail ombinar diferentes operadores y objetos de distintas

fuentes para onstruir una apliai�on. En la pr�atia no importa el interior

del objeto, sino �omo se pueda aeder a �el mediante su interfaz.

2.3. Dise~no y Desarrollo de Apliaiones on

Objetos Evolutivos

Objetos Evolutivos es una herramienta, desarrollada en C++ que de�ne

las interfaes para varias lases de algoritmos usados en omputai�on evo-

lutiva y al mismo tiempo, implementa dihos algoritmos. La bibliotea se

enuentra disponible en Internet en http://soureforge.net/projets/eodev.

El desarrollo de ualquier programa onlleva dos fases: el dise~no y la

programai�on. Utilizando OE para desarrollar una apliai�on evolutiva nos

enontramos on estas dos fases, en las uales primero se deide una rep-

resentai�on adeuada al problema y los operadores gen�etios a utilizar, y

despu�es se dise~na un algoritmo evolutivo, utilizando los elementos anteriores

del modo en que se har��a ualquier otro algoritmo evolutivo.

Durante la fase de dise~no, normalmente el objeto que se har�a evolu-

ionar queda de�nido por el problema a resolver. Por ejemplo, en el aso del

problema del viajante de omerio (\Travelling Salesman Problem", TSP)

se podr��a utilizar una representai�on de modo que ada objeto solui�on sea
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un vetor de enteros que ontenga todas las iudades (Booh, 1994). Los op-

eradores gen�etios utilizados para mutar y ombinar las soluiones deber��an

tener en uenta la disposii�on de las iudades a visitar. El resto del dise~no

es, en general, independiente del problema: la selei�on de los individuos que

se reproduir�an, y el riterio de parada del algoritmo.

En la fase de programai�on, el algoritmo (basado en OE) se progra-

mar�a de forma similar a omo se programar��a otro algoritmo evolutivo, esto

es, seg�un un bule del tipo:

1. Crear una poblai�on iniial de OE (usando fator��as o los onstrutores

de ada objeto).

2. Repetir hasta que el riterio de parada se umpla:

a) Evaluar ada individuo, ompar�andolos entre s��, para seleionar

los mejores.

b) Apliar los operadores gen�etios, reando nuevas soluiones (in-

rementar la diversidad) y ombin�andolas (derementar la diver-

sidad).

) Sustituir los peores individuos en la poblai�on por los rei�en rea-

dos.

Aunque no hay un soporte te�orio para probar el buen funionamiento

de OE, en el peor de los asos funionar��a omo una b�usqueda aleatoria,

pero ya que utiliza reombinai�on de soluiones, los \bloques onstrutivos"

que produen buenas soluiones se mezlan, on lo ual se alanzan mejores

soluiones.

Mientras que la odi�ai�on binaria est�a respaldada por el \Teorema de

los Esquemas" (Holland, 1975; Goldberg, 1989), la \Teor��a del An�alisis de

Formas" (Radli�e, 1991) da soporte te�orio al uso de alfabetos no binarios.

El An�alisis de Formas generaliza el Teorema de los Esquemas tratando on

la equivalenia de lases de romosomas en lugar de romosomas binarios.

Un ejemplo es \romosomas que ontienen una permutai�on en partiular" o

\romosomas en los que el segundo omponente es el doble que el primero".
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El An�alisis de Formas asegura que si se usan operadores independientes de

la representai�on se pueden de�nir algoritmos independientes de la repre-

sentai�on, que se omportar�an de la misma forma que los AG est�andar. En

OE, puesto que el usuario no est�a obligado a utilizar una representai�on en

adenas binarias, y las soluiones a los problemas se odi�an de forma nat-

ural, los bloques que forman las soluiones se enontrar�an juntos de forma

natural y se heredar�an juntos.

2.3.1. Individuos de la poblai�on

La bibliotea proporiona iertas lases de objetos que at�uan omo in-

dividuos en la poblai�on, es deir, objetos evolutivos. Como se ha venido

omentando, la bibliotea inluye diversos OE, entre los que se enuentran:

adenas de bits, adenas de arateres, vetores de ualquier tipo de dato (en

partiular, de n�umeros enteros o reales), y por supuesto, MLP.

La �gura 2.3 representa la jerarqu��a de lases de la versi�on de la bib-

liotea OE utilizada en el desarrollo de esta tesis (versi�on 0.8.5) para las

poblaiones y los romosomas, que inluye una lase gen�eria de romoso-

mas (EOBase, que de�ne la interfaz b�asia para un OE, inluyendo una

funi�on de evaluai�on y un identi�ador) y algunos tipos m�as espe���os

(EOBin, EOString, EOVetor). Se pueden obtener OE nuevos, on las

arater��stias fundamentales ya omentadas, simplemente heredando algu-

na de las lases ya de�nidas (Merelo et al. , 1999; Shoenauer, 2000; Merelo

et al. , 2000).

2.3.2. Operadores gen�etios

Los operadores gen�etios se enuentran agrupados en dos lases: gen�erios

y espe���os.

Los operadores gen�erios se pueden apliar a muhas lases de OE,

sin importar si estos haen uso de alg�un tipo de representai�on. Por ejemplo,

un operador de permutai�on se puede apliar a ualquier objeto de una lase

que herede de un vetor gen�erio (EOVetor), del mismo modo que se puede
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(a) Jerarqu��a de poblaiones (b) Jerarqu��a de romosomas

Figura 2.3: Jerarqu��a de lases de la bibliotea OE para las poblaiones (a)

y para los romosomas (b).

apliar un operador de rue.

Otros operadores, omo el de mutai�on son m�as espe���os del OE a

modi�ar: un objeto mutador de adenas de bits operar�a de muy diferente

modo a omo lo har�a un objeto mutador de vetores de n�umeros enteros.

Los operadores son objetos uyo omportamiento es el de una funi�on a

la que se pasa el objeto a modi�ar.

La �gura 2.4 representa la jerarqu��a de lases de la bibliotea OE para

los operadores gen�etios, que inluye operadores unarios (omo el de mu-

tai�on), binarios (omo el de rue), o n-arios (apliados a m�as de dos OE

(Eiben et al. , 1995)). Esas lases de�nen las arater��stias b�asias de ada

tipo de operador. De ellas desienden los operadores que se utilizar�an en las

apliaiones.

El tener los operadores difereniados de los OE permite trabajar m�as

f�ailmente on ellos, ya que al estar de�nidos omo lases independientes de

las que se puede heredar, el usuario puede rear sus propios operadores.
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Figura 2.4: Jerarqu��a de lases de la bibliotea OE para los operadores

gen�etios.
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Figura 2.5: Jerarqu��a de lases de la bibliotea OE para los operadores de

reemplazo.

Figura 2.6: Jerarqu��a de lases de la bibliotea OE para los operadores de

rianza.

2.3.3. Operadores de poblai�on

Los operadores de poblai�on son gen�erios y at�uan on varios objetos de

la poblai�on (seleionando algunos de ellos, reando individuos a partir de

otros o sustituyendo algunos individuos por otros).

Entre estos operadores se inluyen el de selei�on, rianza y reemplazo.

Las �guras 2.5, 2.6 y 2.7 representan la jerarqu��a de lases de la bibliotea

OE para los operadores de poblai�on, que inluye operadores de selei�on,

rianza, o reemplazo.

Los objetos EOReplae (y desendientes) reemplazan, eliminando si es

neesario, aquellos individuos de la poblai�on peor dotados por los reados

on los operadores gen�etios.

Un objeto de la lase EOBreeder (y desendientes) almaena los oper-
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Figura 2.7: Jerarqu��a de lases de la bibliotea OE para los operadores de

selei�on.

adores gen�etios para apliarlos posteriormente a los individuos seleiona-

dos, reando la desendenia de esa generai�on. Cada operador reibe o-

mo par�ametro una prioridad de apliai�on, y en ada generai�on, antes de

apliar los operadores gen�etios, las prioridades de todos los operadores se

normalizan dividi�endolas por la prioridad total aumulada para obtener la

probabilidad de apliai�on de ada operador.

Un EOSeletor (y desendientes) lleva a abo la selei�on de los indi-

viduos que se reproduir�an apli�andoles los operadores gen�etios, de auerdo

a ierta estrategia (torneo, estado estaionario).

2.3.4. Algoritmos

En OE, los algoritmos son tratados tambi�en omo objetos, de forma que

en ualquier momento podemos rear un nuevo objeto de tipo algoritmo,

aeder a trav�es de su interfaz a sus omponentes internos (objetos poblai�on,

seletor, reprodutor, terminador).

Los algoritmos se aplian a una poblai�on de OE, hai�endolos evoluionar

hasta que se alanza una ondii�on. B�asiamente llevan a abo el bule de

evaluai�on, selei�on, reprodui�on y sustitui�on.

La implementai�on atual de la bibliotea inluye los siguientes objetos
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Figura 2.8: Jerarqu��a de lases de la bibliotea OE para los algoritmos.

algoritmo: EOES (estrategias de evolui�on), EOEasyGA (un AE simple y

exible), EOSGA (el AG de Goldberg (Goldberg, 1989)), y EOSA (enfri-

amiento simulado).

La �gura 2.8 representa la jerarqu��a de lases de la bibliotea OE para

los algoritmos omentados.

2.4. Comportamiento de un AE basado en

OE ante Problemas Tipo

En esta sei�on se estudiar�an varios ejemplos de optimizai�on de diversas

funiones mediante un AE basado en OE. Se trata de alarar y onretar todo

lo omentado a lo largo del ap��tulo on varios ejemplos pr�atios del fun-

ionamiento de un AE para optimizai�on de funiones reales multimodales.
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Figura 2.9: Gr�a�a de la funi�on objetivo f(x) = x+ jsin(32�x)j

2.4.1. Funi�on real multimodal de una variable

El primer ejemplo de esta sei�on tratar�a de enontrar el �optimo (m�aximo

en este aso) de la siguiente funi�on, propuesta por Riolo (Riolo, 1987):

f(x) = x + jsin(32�x)j (2.4)

uya gr�a�a es la que se muestra en la �gura 2.9. El problema est�a en enon-

trar la x en el intervalo [0 : : : 1℄ que maximie la funi�on f , esto es, enontrar

un x

0

tal que

f(x

0

) > f(x) 8x 2 [0 : : : 1℄

Si observamos la gr�a�a de la funi�on (�gura 2.9) vemos que la funi�on es

fuertemente multimodal, esto es, en el intervalo [0 : : : 1℄ tiene 32 �optimos

loales, por lo ual, un m�etodo anal��tio de optimizai�on tender�a a estanarse

en alguno de ellos, no llegando al �optimo global (x = 0;98447395; f(x) =

1;98442447) si no se le da una aproximai�on iniial lo su�ientemente buena.

Para resolver este problema se ha desarrollado un programa, utilizando

la bibliotea OE, lo ual simplemente requiere de�nir la lase de los individ-

uos, programar la funi�on de evaluai�on, y elegir los objetos transformadores
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strut funEvaluaion: publi EOEvalFun< Chrom > f

virtual float evaluate( Chrom & eo ) onst f

EOView<float> v(eo, 0,1);

float f;

float x = v.readGene(0);

f = x + fabs( sin( 32 * 3.1415927 * x ) );

eo.fitness( f );

return f;

g;

g;

Figura 2.10: Codi�ai�on de la funi�on de evaluai�on para resolver el prob-

lema de la funi�on Riolo.

(operadores gen�etios), seletores, terminadores, y el tipo de algoritmo que

se utilizar�a.

Como algoritmo prinipal del programa se eligi�o un algoritmo gen�etio

simple (lase EOEasyGA), que b�asiamente lo que hae es el bule de un

AE, apliando selei�on, reprodui�on/mutai�on y reemplazo.

La lase a la que perteneen los individuos es EOBin, lo ual signi�a

que los individuos ser�an adenas de bits (omo en un AG).

El objeto seletor es un algoritmo de estado estaionario (laseEOSteadyS-

tate).

Como operadores de transformai�on se ha heho uso de los operadores de

mutai�on (EOMutation) y de rue (EOXOver2).

La ondii�on de parada del programa se establei�o mediante el uso de un

terminador (lase EOGenTerm) que ontrola el n�umero de iteraiones que

se har�an.

Por �ultimo, la funi�on de evaluai�on viene dada por la euai�on 2.4, de

forma que, implementando diha funi�on, omo una lase desendiente de

EOEvalFun (la que de�ne la interfaz de ualquier funi�on evaluadora),

omo se muestra en la �gura 2.10, ya tendremos el programa listo para uti-

lizarlo.
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Figura 2.11: Ejeui�on t��pia del AE para optimizar la funi�on Riolo: En las

primeras generaiones los individuos quedan bastante alejados de la solui�on.

Conforme avanza la ejeui�on (generaiones 2 y 3), el AE enuentra individ-

uos que mejoran la solui�on. Haia la generai�on 4, se enuentra un individuo

que representa una solui�on adeuada.

En la �gura 2.11 podemos observar �omo se desarrolla la ejeui�on del

AE implementado que optimiza esta funi�on. Vemos que en las primeras gen-

eraiones los individuos quedan bastante alejados de la solui�on. Conforme

avanza la ejeui�on (generaiones 2 y 3), el AE enuentra individuos que

mejoran la solui�on. Haia la generai�on 4, se enuentra un individuo que

representa una solui�on lo su�ientemente buena omo para, pasadas unas

generaiones sin obtener una mejora, onformarnos on la solui�on obtenida

y detener la ejeui�on.

2.4.2. Funi�on real de dos variables

En este otro ejemplo se trata de enontrar el �optimo (m�aximo en este

aso) de la siguiente funi�on:

f(x; y) =

sin(

p

x

2

+ y

2

)

p

x

2

+ y

2

(2.5)
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Figura 2.12: Gr�a�a de la funi�on \marea".

uya gr�a�a es la que se muestra en la �gura 2.12. El problema est�a en

enontrar las oordenadas (x; y) que maximien la funi�on f(x; y).

Si observamos la gr�a�a de la funi�on (�gura 2.12) vemos que es multi-

modal: la forma de la funi�on va haiendo ondulaiones onforme se aera

a la oordenada (0; 0), alanzando el �optimo global en la oordenada (0; 0)

de forma que f(x; y) = 1.

Para resolver este otro problema se ha modi�ado el programa desarrol-

lado en la sei�on anterior. Simplemente ha habido que ambiar la funi�on

de evaluai�on y la longitud de los individuos (para representar dos n�umeros

reales en lugar de uno).

La funi�on de evaluai�on viene dada por la euai�on 2.5, as�� simplemente

tenemos que implementar diha funi�on, omo una lase desendiente de

EOEvalFun, omo se muestra en la �gura 2.13.

En la �gura 2.14 podemos observar �omo se desarrolla la ejeui�on del AE

que optimiza esta funi�on. En (a) podemos ver la trayetoria de la b�usqueda

realizada por la super�ie tridimensional; (b) representa la proyei�on en el

plano XY del amino seguido en diha b�usqueda. Al prinipio el AE realiza la
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Comportamiento de un AE basado en OE ante Problemas Tipo 2.4

strut funEvaluaion: publi EOEvalFun< Chrom > f

virtual float evaluate( Chrom & eo ) onst f

EOView<float> v(eo, 0,1);

float f;

float x = v.readGene(0), y=v.readGene(1);

if((x!=0)&&(y!=0))f

result = sqrt( x*x + y*y ) ;

f = sin(result) / result ;

gelsef

f=1;

g

eo.fitness( f );

return f;

g;

g;

Figura 2.13: Codi�ai�on de la funi�on de evaluai�on para resolver el prob-

lema de la funi�on marea.

b�usqueda lejos del �optimo (las soluiones que enuentra est�an por el (6;�6)).

Conforme avanza en la ejeui�on, la b�usqueda se va aerando poo a poo

al �optimo: busa haia el (0;�3) , despu�es por el (�2;�1;5) , para aabar

dirigiendo la b�usqueda haia el (0; 0).
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Figura 2.14: Ejeui�on t��pia del AE para optimizar la funi�on \marea". (a)

representa la b�usqueda realizada por la super�ie tridimensional; (b) repre-

senta la proyei�on en el plano XY del amino seguido en diha b�usqueda.
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Conlusiones 2.5

2.5. Conlusiones

En este ap��tulo se han presentado los AE omo una potente herramienta

para resolver problemas de ingenier��a. Son una rama de la omputai�on que

explora nuevas aproximaiones inspiradas en la biolog��a. Los sistemas om-

putaionales que se neesitan atualmente para resolver iertos problemas

requieren adaptabilidad, paralelismo, apaidad de aprendizaje y reativi-

dad, lo ual nos hae pensar que debemos imitar los sistemas naturales que

posean dihas arater��stias.

Se ha apliado la idea de \evolui�on" m�as all�a de la Naturaleza y de los

paradigmas omputaionales evolutivos l�asios, apuntando las limitaiones

que presentan hoy d��a la mayor��a de las aproximaiones que intentan ofreer

una visi�on uni�ada de todos esos paradigmas.

Se ha presentado una nueva abstrai�on para omputai�on evolutiva, que

denominaremos \Objetos Evolutivos" (OE), basada en la programai�on ori-

entada a objetos y que reune las arater��stias omunes a todos los paradig-

mas evolutivos.

OE hae �enfasis en la modularidad a la hora de programar una apliai�on

evolutiva. Debido a que tanto los operadores omo el resto de entidades son

objetos, resulta f�ail ombinar diferentes operadores y objetos de distintas

fuentes para onstruir una apliai�on determinada.

OE presinde de la neesidad de representar las soluiones, haiendo

evolui�on de objetos omplejos diretamente usando operadores gen�etios,

y estableiendo, mediante interfaes, el modo en que unos objetos aeden a

otros.

Se ha mostrado la failidad de uso de OE y de la robustez y apaidad de

resolui�on que presenta, resolviendo dos problemas l�asios de b�usqueda en

super�ies multimodales on sendos programas desarrollados on la bibliotea

presentada.
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Cap��tulo 3

T�enias de Visualizai�on

Los Algoritmos Evolutivos (AE) suelen produir una gran antidad de

datos durante su ejeui�on. Comprender su omportamiento suele ser dif��il

debido a su forma iterativa y esto�astia

1

de busar soluiones. Adem�as de

la onvergenia haia la solui�on, la extrai�on de informai�on interesante

aera de su estado y su urso no es una tarea trivial, de forma que la visu-

alizai�on puede ser una herramienta muy �util para la omprensi�on y el uso

efetivo de dihos algoritmos. La apliai�on de t�enias de visualizai�on al

mundo de la AE ha reibido una ateni�on reiente en los �ultimos a~nos; du-

rante muho tiempo ha sido utilizada s�olo de una manera parial para seguir

la evolui�on de la alidad de las soluiones, pero no la de los omponentes

de dihas soluiones, y otros aspetos omo la explorai�on del espaio de

b�usqueda.

Los usuarios de AE suelen observar �omo mejora la alidad de las solu-

iones a lo largo del tiempo mediante gr�a�os que muestran el ambio del

�tness a lo largo de las generaiones. Aunque tales gr�a�os muestran la mejo-

ra en la alidad de las soluiones frente al tiempo, no die nada respeto a

la estrutura de dihas soluiones ni aera de las regiones del espaio de

b�usqueda que est�an siendo exploradas. Las t�enias de visualizai�on son una

potente herramienta para resolver este problema. Su uso puede failitar la

omprensi�on de su funionamiento de forma que los usuarios de AE podr�an

1

dependiente de variables aleatorias
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3 T�enias de Visualizai�on

on�ar en los omponentes de sus algoritmos y en los valores de sus par�amet-

ros.

En el resto del ap��tulo se tratar�an los siguientes temas: En la sei�on

3.1 se presentan varias formas de lasi�ar las t�enias de visualizai�on en

funi�on de que tipo informai�on se visualien o de la antidad de informai�on

visualizada. En la sei�on 3.1.1 se expliar�an las diferenias entre genotipo

y fenotipo, as�� omo las ventajas que pueden aportarnos la visualizai�on de

ada una de ellas. En la sei�on 3.1.2 se disuten las ventajas e inonvenientes

de primar la antidad de informai�on a visualizar frente a la alidad de la

misma y vieversa. Por �ultimo en la sei�on 3.2 haremos un reorrido por las

distintas t�enias de esalado multidimensional existentes y analizaremos sus

ventajas e inonvenientes.

3.1. Clasi�ai�on de t�enias de visualizai�on

Las t�enias de visualizai�on han sido empleadas siempre que ha sido

posible debido a su apaidad desriptiva. Como die un viejo refr�an, m�as

vale una imagen que mil palabras. Estas t�enias son una herramienta esenial

para desubrir el funionamiento del proeso evolutivo. Emma Hart y Peter

Ross en (Hart & Ross, 2001) muestran el estado del arte sobre visualizai�on

de algoritmos evolutivos. Hartmut Pohlheim en (Pohlheim, 1999) hae un

repaso por algunas de las t�enias m�as difundidas y las implementadas en

forma de toolbox para Matlab (The MathWorks, In, 1994). Los diversos

m�etodos de visualizai�on de algoritmos evolutivos pueden ser divididos en

diferentes ategor��as de auerdo a varios riterios:

>Qu�e se ve? Seg�un este riterio de lasi�ai�on puede observarse el

genotipo, la representai�on del problema, o el fenotipo, la alidad de

la solui�on que se indue de diha representai�on. Cada uno de ellos per-

mite aerarnos a un tipo de informai�on diferente, on lo ual, ninguno

de los dos m�etodos puede onsiderarse mejor ni peor sino en funi�on

de nuestro inter�es en ada aso en partiular. As��, si estamos interesa-

dos en onoer �omo son las soluiones, la visualizai�on del genotipo
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resolver�a nuestro problema. Si por el ontrario lo que nos interesa es

la alidad de las soluiones, la visualizai�on del fenotipo ser�a m�as ade-

uada. Casi siempre es deseable poder aunarlas para obtener m�as y

mejor informai�on aera de nuestro algoritmo, pero normalmente no

es posible y habr�a que estableer un ompromiso en uanto a qu�e es

m�as importante. En la �gura 3.1 puede verse un ejemplo de la ejeui�on

de un AE para la resolui�on del problema del viajante de omerio. En

diha �gura, se muestra la evolui�on tanto de los genotipos omo de

los fenotipos de toda un poblai�on. Las 5 primeras im�agenes muestran

representaiones bidimensionales de la poblai�on de individuos en di-

versas etapas de la evolui�on, de sus genotipos, desde el estado iniial

hasta enontrar la solui�on �optima alrededor de la generai�on n�umero

70. En el �ultimo gr�a�o se puede ver la evolui�on de la alidad de las

soluiones, es deir, de los fenotipos frente al tiempo.

>Cu�anto se ve? Podemos ver datos proedentes de una generai�on o

de varias generaiones a la vez. Cuando observamos datos generados

en una sola generai�on podemos haernos una imagen del estado del

AE en un punto onreto. Para adem�as poder observar el urso de

la evolui�on tendr��amos que ver a la vez datos proedentes de varias

generaiones. Esta forma de visualizai�on puede onseguirse de varias

formas. Si somos apaes de representar de forma diferente individuos

proedentes de varias generaiones, entones podremos situarlos todos

juntos en un mismo gr�a�o. Si lo anterior no es posible se ha de reurrir

a una dimensi�on temporal para poder seguir el proeso evolutivo. Como

ejemplos de observai�on del estado de un poblai�on en un momento

dado podemos ver ualquiera de las primeras 5 im�agenes de la �gura

3.1 o ualquiera de las de la �gura 3.3. Como ejemplos de visualizai�on

del urso de un proeso evolutivo nos sirven los anteriores dos ejemplos

si los onsideramos omo una seuenia de im�agenes, o video, y no

omo im�agenes aisladas. Otro ejemplo de observai�on del urso de la

evolui�on, aunque resumido en un �unio gr�a�o y on menor grado

de detalle sobre las soluiones individuales, son el �ultimo gr�a�o de
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Figura 3.1: Ejemplo de resolui�on de un problema del viajante de omerio

on 20 iudades repartidas en una uadr��ula bidimensional de 4 �las por 5

olumnas. Los 5 primeros gr�a�os forman una seuenia de im�agenes sobre la

estrutura de las soluiones, es deir, el genotipo, orrespondientes a varias

etapas del proeso evolutivo entre el estado iniial y la generai�on n�umero

70 en que se enuentra una de las soluiones �optimas existentes. El �ultimo

gr�a�o reeja la evolui�on de la distania m��nima, es deir, del fenotipo,

frente al n�umero de generaiones.

la �gura 3.1 y la �gura 3.2b. Esta �ultima forma es la m�as empleada

universalmente dada su failidad de utilizai�on y la importania de la

informai�on que es apaz de transmitir.

Normalmente es deseable ver la mayor antidad de datos del mayor n�umero

de generaiones posible, siempre y uando seamos apaes de disernir toda
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la informai�on que se muestre. Pero omo en el ejemplo del problema del

viajante de omerio de la �gura 3.1, en la mayor parte de las oasiones nos

vemos obligados a elegir entre antidad de informai�on o alidad de la mis-

ma, o, a estableer un ompromiso entre ambas. En este ejemplo en onreto

hemos de elegir entre visualizar los genotipos de una generai�on o los fenoti-

pos de todo el proeso evolutivo. Este mismo ompromiso suele darse en la

inmensa mayor��a de los problemas, espeialmente si su estrutura gen�etia

exige un representai�on on un elevado n�umero de dimensiones. Si nos in-

teresa la estrutura de las soluiones normalmente nos veremos restringidos

a mostrar informai�on aera de unas poas generaiones, es deir, a elegir

entre antidad de informai�on por generai�on o antidad de generaiones.

En los siguientes apartados se desriben detalladamente ada una de las

posibilidades anteriormente menionadas, que omo veremos, a vees son

exluyentes y a vees pueden ser utilizadas de forma onjunta.

3.1.1. Genotipo y fenotipo

El genotipo es la estrutura de datos que representa la solui�on a un prob-

lema. En iertos problemas, omo el de maximizai�on de la funi�on marea

(Romero et al. , 2000), que podemos ver en la �gura 3.2, puede ser algo tan

simple omo un par de n�umeros reales, o una una adena de bits, que repre-

senten las dos variables x e y de la funi�on. Para el Problema del Viajante

de Comerio (\Travelling Salesman Problem" o TSP) (Lawer et al. , 1985),

del que podemos ver un ejemplo en la �gura 3.1, el genotipo puede ser un

vetor de n�umeros enteros que represente la ruta de iudades a reorrer. En

el aso de un problema de Programai�on Gen�etia (\Geneti Programming")

(Koza, 1992) puede ser un �arbol que represente un algoritmo en ualquier

lenguaje de programai�on.

El fenotipo es la manifestai�on del genotipo. Tambi�en se le suele llamar

adaptai�on (del ingl�es \�tness"). Este t�ermino biol�ogio, en el ontexto de

la CE, se re�ere a �omo de bueno es un individuo. Esta mediad de alidad

posteriormente suele afetar a la omparai�on de los individuos entre s�� y a la
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Figura 3.2: (a) Gr�a�o de la funi�on marea: 1+sin(
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. (b)

T��pio gr�a�o de la evolui�on del valor de la funi�on objetivo frente al tiempo,

se muestra los valores m�aximo, medio y la desviai�on est�andar obtenida en

ada generai�on.

antidad de desendientes que un individuo podr�a tener. El fenotipo se indue

del genotipo y adem�as puede tener en uenta otros fatores ambientales.
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A vees es posible utilizar omo fenotipo algo tan simple omo un valor

num�erio, omo en el aso de los problemas marea (sei�on A.1) o TSP

(sei�on A.3). En estos asos su visualizai�on es muy senilla ya que puede

representarse en gr�a�as que muestre la alidad de las soluiones frente al

tiempo, o aun mejor, ser dibujados sobre un plano para ver omo mejoran.

Por desgraia esto no es siempre posible ya que pueden existir fenotipos

muho menos manejables, espeialmente en problemas multidimensionales o

en los que se busque un onjunto de soluiones �optimas, omo el aso de

la funi�on F2 de Sha�er (ver sei�on A.4) o en el entrenamiento de redes

neuronales (ver sei�on 5.1). En general, tanto el fenotipo omo el genotipo

pueden adoptar ualquier forma que un programador pueda onebir. Como

ejemplo abe destaar la bibliotea de omputai�on evolutiva EO (Keijzer

et al. , 2001), que es apaz de emplear omo objeto de la evolui�on ualquier

estrutura de datos. Empleando los mismos ejemplos vistos anteriormente,

en la maximizai�on de la funi�on marea, el fenotipo puede ser el valor de

sustituir en la funi�on los valores de x e y representados en el genotipo del

individuo. Para el TSP puede ser la suma de las distanias entre iudades

del reorrido representado por su genotipo. Finalmente, en el ejemplo de

programai�on gen�etia, puede ser el grado de e�aia o de pareido on el

algoritmo objetivo que se deduza del algoritmo representado en su genotipo.

En el aso de la funi�on F2 de Sha�er el fenotipo est�a ompuesto por dos

valores reales.

En resumen podr��amos deir que a trav�es de la representai�on del genotipo

podemos diluidar la estrutura de las soluiones y que mediante el fenotipo

podemos omparar la alidad orrespondiente a dihas soluiones.

3.1.1.1. Visualizai�on del fenotipo

La visualizai�on de los fenotipos es la t�enia m�as empleada dentro del

ampo de la CE. El fenotipo de un individuo, en algunos asos senillos,

puede reduirse a un �unio valor num�erio. Los usuarios de AE, para seguir

su evolui�on, lo que suelen haer es dibujar en un gr�a�o bidimensional, en el

que en el eje X representa el tiempo, el n�umero de generaiones transurri-
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das, o bien, el n�umero de vees que se ha alulado diho valor, y en el eje Y

los valores del mejor individuo y/o el promedio de la poblai�on. Dos ejemplos

de esta t�enia quedan reejados en el �ultimo gr�a�o de la �gura 3.1 o en la

�gura 3.2b. Ciertos tipos de problemas requieren del uso de fenotipos m�as

omplejos, omo, por ejemplo, los multiobjetivo (Osyzka, 1985; Goldberg &

Rihardson, 1987; Coello, 2000). Es este aso, y hasta ahora, se hab��an adop-

tado prinipalmente dos estrategias: dibujar por separado ada subobjetivo

(Sha�er, 1985) o una ombinai�on lineal de todos ellos (Syswerda & Pal-

mui, 1991; Jakob et al. , 1992). Con el m�etodo aqu�� propuesto se pretende

poder visualizarlos todos a la vez a trav�es del uso de una t�enia de esal-

ado multidimensional, los mapas autoorganizativos de Kohonen (Kohonen,

1990).

Esta forma de observar el progreso del AE es om�un a la mayor��a de los

problemas, ya que en la mayor parte de ellos el fenotipo puede reduirse a

un �unio valor num�erio.

3.1.1.2. Visualizai�on del genotipo

Esta es una forma menos om�un de seguir la evolui�on de un AE. Nor-

malmente al usar AEs s�olo se inspeiona la estrutura de los mejores in-

dividuos obtenidos y �uniamente al �nal del proeso. Como ejemplo, en la

b�usqueda del m�aximo de una funi�on de 2 variables, la funi�on marea (ver

�gura 3.2), podemos dibujar dihas variables sobre un plano 2D e inluso

poner ada punto sobre el gr�a�o 3D de la funi�on, omo podemos ver en

la �gura 3.3. Otro ejemplo de este tipo de visualizai�on lo tenemos en la

�gura 3.1 donde la seuenia de im�agenes permite ver omo est�an hehas las

soluiones del problema del viajante de omerio en varias poblaiones or-

respondientes a varias generaiones de la evolui�on de un algoritmo gen�etio

que busa aminos de longitud m��nima. La ruta que representa ada indi-

viduo est�a dibujada por separado para ada uno de ellos. De esta forma sus

longitudes pueden ser f�ailmente omparadas. En las primeras etapas se uti-

lizan rutas entre iudades distantes y muhas de ellas son diagonales. En las

�ultimas etapas, uando estamos aer�andonos a la solui�on �optima, s�olo se
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utilizan los aminos horizontales y vertiales, los m�as ortos, y s�olo entre

iudades muy pr�oximas.

Desafortunadamente, esta forma de visualizai�on depende de la repre-

sentai�on interna de ada problema, y omo diha representai�on suele ser

diferente no hay una forma gen�eria de llevarla a abo. As��, para ada tipo de

genotipo ser�a neesario programar un m�etodo de visualizai�on diferente. A

pesar de lo anterior existen iertos tipos de representai�on que son emplead-

os muy freuentemente, omo los vetores, de forma que nos entraremos en

ellos para que nuestros m�etodos de visualizai�on puedan ser �utiles a la mayor

antidad de usuarios de AE posible. En ualquier aso, ualquier estrutura

de datos puede onvertirse en un vetor aunque se pierda algo de informa-

i�on, espeialmente la interrelai�on entre los diversos omponentes de diha

estrutura de datos.

3.1.2. El estado y el urso de la evolui�on

Esta segunda forma de lasi�ai�on se basa en el n�umero de generaiones

de las que somos apaes de visualizar datos a la vez. Como ya hemos ex-

pliado, los datos de una generai�on nos bastan para haernos una idea del

estado de una poblai�on en un punto dado de su evolui�on. En ambio, si lo

que queremos es observar omo va ambiando diha poblai�on habremos de

tomar informai�on de distintas generaiones a la vez.

Lo ideal ser��a poder ver datos de todo el proeso evolutivo y a la vez poder

distinguir tanto las generaiones de las que proeden dihos datos, omo los

individuos que los generan. En general esto no es posible y hay que estable-

er un ompromiso respeto a ual de los dos aspetos es mas importante:

poder disernir a qu�e individuos perteneen los datos o de qu�e generaiones

proeden los mismos.

3.1.2.1. Visualizando el estado de la evolui�on

Para obtener informai�on aera del estado de la evolui�on de un AE s�olo

es neesaria informai�on de la generai�on sobre la que estemos interesados.
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Figura 3.3: Seuenia de genotipos de obtenidos durante la ejeui�on de un algorit-

mo gen�etio que busa el m�aximo de la funi�on marea. En la �gura 3.2 podemos ver la

evolui�on del �tness asoiada a esta misma ejeui�on del algoritmo.
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Clasi�ai�on de t�enias de visualizai�on 3.1

Varias onlusiones pueden obtenerse al ver el estado de una poblai�on en un

momento dado. >Qu�e �areas del espaio de b�usqueda est�an siendo exploradas?

>Qu�e grado de diversidad existe? Cualquiera de las im�agenes de la �gura

3.3 o las primeras 5 de la �gura 3.1 pueden responder a estas importantes

preguntas de un simple vistazo, la primera de ellas nos da solui�on a estas

preguntas aera de la optimizai�on de la funi�on marea, y la segunda sobre

el problema TSP.

La prinipal ventaja de esta forma de visualizar datos es que dado que

provienen todos de una misma generai�on podemos representarlos on mayor

antidad de detalle que si proviniesen de m�as. De esta forma podemos prestar

mayor ateni�on a la representai�on de las soluiones de forma individual, osa

que ser��a m�as dif��il de haer de tener que difereniar adem�as entre individuos

provenientes de diferentes generaiones.

Como ontrapartida abe menionar que a pesar de poder obtener pistas

aera del estado de una poblai�on en un instante dado, no podemos saber

nada aera de omo se est�a desarrollando el proeso evolutivo, a no ser que

enadenemos una serie de im�agenes o renuniemos a representar informai�on

sobre el espaio de b�usqueda, lo que nos lleva al siguiente apartado.

3.1.2.2. Visualizando el urso de la evolui�on

A diferenia de uando nos interesamos por el estado de la evolui�on,

uando queremos averiguar algo aera del rumbo que sigue un proeso evo-

lutivo hemos de utilizar informai�on proedente de varias generaiones. Como

la antidad de informai�on que se intenta visualizar a la vez es mayor, tam-

bi�en lo es la di�ultad del proeso, de forma que habremos de estableer un

ompromiso entre antidad de informai�on y alidad de informai�on. Cuando

s�olo intent�abamos ver el estado del algoritmo en un punto, pod��a ser posible

ver hasta el genotipo de ada individuo. Ahora que hemos de mezlar varias

generaiones la visualizai�on onjunta de genotipos y fenotipos puede haerse

m�as dif��il de onseguir o llegar a ser imposible.

Un defeto de los Algoritmos Evolutivos es su forma de funionar omo

un meanismo de aja negra. Ellos realizan su trabajo, pero, en muhas
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3 T�enias de Visualizai�on

oasiones, las personas que los utilizan no saben por qu�e ni �omo funionan

internamente. Si fu�esemos apaes de ver �omo evoluiona una poblai�on

podr��amos modi�ar sus omponentes o alterar sus par�ametros para haerlo

funionar mejor. Ser��a interesante determinar �omo inuye ada operador

gen�etio y sus par�ametros sobre una poblai�on, y �omo la afeta en uanto

a la reai�on de nuevas soluiones (ECVW, 1999).

Al igual que uando desrib��amos la visualizai�on de fenotipos (sei�on

3.1.1.1), esta es la forma de visualizai�on m�as empleada, por failidad, uando

�uniamente introduimos en un gr�a�o estad��stias aera de la evolui�on

de la alidad de las soluiones a trav�es del tiempo, omo en la �gura 3.2b

y el �ultimo gr�a�o de la �gura 3.1. Si por el ontrario tambi�en queremos

informai�on aera de la estrutura de las soluiones normalmente ya no

podremos restringirnos a un �unio gr�a�o y neesitaremos una seuenia de

ellos, omo en la �gura 3.3 y las 5 primeras im�agenes de la �gura 3.1. Como

antes apuntamos, hemos de elegir entre el nivel de detalle de la informai�on o

la antidad de generaiones de las que mostrar informai�on. Los dos primeros

ejemplos muestran informai�on sobre todo el proeso evolutivo en onjunto

y en una �unia imagen, aunque on un nivel de detalle esaso, s�olo el �tness.

Por el ontrario, los dos �ultimos ejemplos, neesita de varias im�agenes para

mostrarnos informai�on aera de todo el proeso, pero on un nivel de detalle

muho mayor, dado que informan sobre la alidad y la estrutura de las

soluiones, as�� omo sobre el grado de diversidad existente en la poblai�on y

las �areas del espaio de b�usqueda que est�an siendo exploradas.

3.2. Visualizai�on multidimensional

La mayor��a de las t�enias de visualizai�on est�an limitadas a representar

datos que dependen de no m�as de tres variables. Esto se debe al heho de

que la visi�on humana est�a restringida a tres dimensiones. Hay varias formas

de sobrepasar esta limitai�on: una es usar el olor omo uarta dimensi�on,

y otra, usar el tiempo omo la quinta. Ninguna de esta posibilidades es una

solui�on ideal y adem�as puede requerir ierta pr�atia el llegar a omprender
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lo que se est�a mostrando. De todas formas, existen multitud de problemas

que superan on rees esta limitai�on de ino variables, on lo ual estos

truos, adem�as de poo adeuados, pueden resultar insu�ientes.

La solui�on m�as empleada es la de utilizar alg�un m�etodo que nos permita

reduir el n�umero de dimensiones de un problema de ualquier n�umero arbi-

trariamente alto, n, a 2 �o 3. Diho m�etodo debe proporionar una imagen en

2 �o 3 dimensiones de lo que suede en el espaio n-dimensional original. Para

ello las relaiones existentes entre los puntos en el espaio multidimensional

deben mantenerse tanto omo sea posible en el espaio on menor n�umero de

dimensiones. A estos m�etodos se les denomina de esalado multidimensional

o de proyei�on (Cox & Cox, 1994; Ripley, 1996; Tsogo & Masson, 2000).

Para medir el pareido o diferenia entre los puntos n-dimensionales suele

utilizarse alg�un tipo de distania. Estas distanias se toman en el espaio on

mayor n�umero de dimensiones y despu�es se omparan on las distanias en

el espaio on un menor n�umero de dimensiones para medir la alidad del

esalado multidimensional. Dos de los tipos de distania m�as freuentemente

empleadas son la distania eul��dea (euai�on 3.1) y la distania de Man-

hattan , denominada de Hamming uando los omponentes son binarios,

(euai�on 3.2).
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Existen multitud de m�etodos de proyei�on, ada uno de ellos on difer-

entes virtudes y defetos. K�onig, en (K�onig, 1998), hae un revisi�on de las

t�enias de proyei�on no supervisadas prestando espeial ateni�on a su om-

plejidad omputaional y a la preservai�on de las estruturas n-dimensionales.

Arthur Flexer en (Flexer, 1999) y Juha Vesanto en (Vesanto, 1999) llevan a

abo dos estudios sobre las propiedades del SOM uando se utiliza para la vi-

sualizai�on datos multidimensionales. Algunas de las t�enias m�as onoidas
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3 T�enias de Visualizai�on

son:

An�alisis de Componentes Prinipales (PCA)

Esalado multidimensional (MDS)

Algoritmo de Sammon

Algoritmo k-medias

Mapa Auto-Organizativo de Kohonen (SOM)

An�alisis de Componentes Curvil��neos (CCA)

An�alisis de Distanias Curvil��neas (CDA)

Loally Linear Embedding (LLE)

De los anteriores m�etodos, los lineales omo el PCA, son f�ailes y r�apidos

de alular, pero no permiten proyetar estruturas no lineales de forma

orreta. Los m�etodos no lineales, omo el de Sammon, pueden proyetar

estruturas no lineales pero su oste omputaional es muho m�as elevado.

Algunas de las t�enias enumeradas, omo el CDA o el SOM, permiten inluso

ontrolar si se desean primar las distanias loales frente a las globales, o

vieversa, durante el proeso de proyei�on. A ontinuai�on se examinan on

m�as detalle ada una de estas t�enias.

3.2.1. An�alisis de Componentes Prinipales (PCA)

El an�alisis de omponentes prinipales (PCA)(Hotelling, 1933) es un pro-

edimiento matem�atio que transforma un onjunto de variables posible-

mente orrelaionadas en otro onjunto menor de variables no orrelaionadas

a las que se denomina omponentes prinipales. El primer omponente prin-

ipal reoge tanta variabilidad del onjunto de datos omo sea posible, y

ada omponente suesivo reoge tanta variabilidad de la restante omo sea
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Figura 3.4: Ejemplo de proyei�on multidimensional empleando el An�alisis de

Componentes Prinipales (PCA). El onjunto de datos representa 39 aspetos

aera de la riqueza o pobreza referentes a 77 pa��ses.

posible. Los objetivos de �esta t�enia son dos: desubrir o reduir la dimen-

sionalidad de un onjunto de datos e identi�ar uan signi�ativas son las

variables subyaentes.

En la �gura 3.4 se puede observar la proyei�on de un onjunto de datos

multidimensionales sobre el plano utilizando el PCA. El onjunto de datos

est�a ompuesto por vetores de 39 omponentes que desriben diferentes

aspetos de la riqueza o pobreza de 77 pa��ses. Esto datos se tomaron de un

informe sobre el desarrollo del Mundo en 1992. Para m�as detalles ver (Kaski,

1997).

3.2.2. Esalado multidimensional (MDS)

Este es un grupo de m�etodos ampliamente utilizado en ienias eon�omi-

as y soiales para analizar evaluaiones subjetivas de entidades tales omo

enuestas o estudios de merado. Las primeras versiones de MDS para datos

m�etrios fueron desarrolladas en los a~nos 30. Este algoritmo fue dise~nado

para analizar una matriz de disimilitudes, y por tanto, pod��a usarse para

reduir la dimensionalidad de un onjunto de datos. Estos m�etodos pueden

dividirse en dos grandes ategor��as:

Metri MDS: En la versi�on original de Torgerson (Trogerson, 1952)

se requer��an las distanias entre los puntos del onjunto de datos y

otra on�gurai�on de puntos en un espaio eul��deo a la que se deseaba
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3 T�enias de Visualizai�on

asemejarlos, a menudo una proyei�on lineal en un subespaio obteni-

da a trav�es de PCA. La idea del m�etodo era aproximar el onjunto

original de distanias a la on�gurai�on en el espaio eul��deo, lo ual

permite onstruir un m�etodo de proyei�on no lineal. Para ello a ada

elemento x

n

k

2 R

n

del onjunto original se representa on otro de menor

ardinalidad x

p

k

2 R

p

. El objetivo del algoritmo es optimizar la repre-

sentai�on de manera que las distanias entre los puntos del onjunto

on menor n�umero de dimensiones sean lo m�as pareidas posibles a las

de los elementos originales. Empleando una funi�on de error uadr�atia

y representando omo d

n

ij

a la distania entre los elementos x

n

i

; x

n

j

2 R

n

y d

p

ij

a la distania entre los elementos x

p

i

; x

p

j

2 R

p

, la funi�on objetivo

a minimizar puede esribirse omo:

E

mMDS
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N

X

i=0

N

X

j=0

(d

n

i;j

� d

p

i;j

)

2

Nonmetri MDS: La reprodui�on de las distanias eul��deas no es

siempre la mejor opi�on, espeialmente uando los omponentes del

onjunto de datos se ordenan mediante una esala ordinal. En este

aso s�olo el orden de rango es signi�ativo, y no el valor exato de

diho n�umero. En este aso la mejor opi�on es emplear una funi�on

mon�otonamente reiente en funi�on de las distanias originales que

preserve el orden estableido. De esta forma Kruskal (Kruskal, 1964) y

Shepard (Shepard, 1962) proponen dos m�etodos de este tipo basados en

funiones as�� normalizadas, f , quedando la funi�on de error a minimizar

as��:
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En la �gura 3.5 se puede ver un ejemplo del uso de MDS no m�etrio

para proyetar el mismo onjunto de datos que podemos ver proyetado en

la �gura 3.4 mediante el PCA.
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Figura 3.5: Ejemplo de proyei�on multidimensional empleando el An�alisis de

Componentes Prinipales (PCA). El onjunto de datos representa 39 aspetos

aera de la riqueza o pobreza referentes a 77 pa��ses.

3.2.3. Algoritmo de Sammon

Este es uno de los algoritmos m�as empleados en esalado multidimension-

al. Fue propuesto por Sammon en (Sammon Jr., 1969). Lo que hae es tomar

un onjunto de datos n-dimensionales y devolver otro onjunto de datos on

un n�umero menor de dimensiones, por ejemplo, p intentando onservar las

relaiones de distania existentes entre los datos originales. Realmente es una

variante m�as de MDS uya f�ormula de error a minimizar es:

E
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donde d

n

i;j

y d

n

i;j

son las distanias entre los vetores i y j del espaio

n-dimensional y p-dimensional, respetivamente.

En la �gura 3.6 se puede ver un ejemplo del uso del algoritmo de Sammon

para proyetar el mismo onjunto de datos sobre el reparto de la riqueza en el

mundo uyas proyeiones usando PCA y MDS ya se han visto en las �guras

3.4 y 3.5.
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Figura 3.6: Ejemplo de proyei�on multidimensional empleando el An�alisis de

Componentes Prinipales (PCA). El onjunto de datos representa 39 aspetos

aera de la riqueza o pobreza referentes a 77 pa��ses.

3.2.4. Algoritmo k-medias

Este algoritmo, muy utilizado en miner��a de datos, tambi�en es apliable

en visualizai�on. A vees se utiliza en onjuni�on on el algoritmo de Sammon

omo hae Flexer en (Flexer, 1997) y (Flexer, 1999), y otras, por s�� solo tal

y omo desribe Modha en (Modha et al. , 1998).

Flexer, en su m�etodo oKMC+, busa un onjunto de vetores que pro-

duzan un partii�on de distorsi�on m��nima mediante el algoritmo k-medias y

a ontinuai�on le aplia el algoritmo de Sammon para poder visualizar un

onjunto de datos.

Modha en ambio lo que hae es elegir dos entroides, uyas distanias a

ada vetor a proyetar utiliza omo oordenadas x e y para dibujarlos sobre

el plano. Lo que hae realmente �util a este m�etodo es que tambi�en propone

una t�enia para moverse suavemente entre proyeiones, y, de esta forma,

se pueden enlazar varias proyeiones omo si de una seuenia de video se

tratase.

El �unio par�ametro que utiliza este algoritmo, k, india el n�umero de
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(a) Conjunto de datos (b) k = 5 () k = 2

Figura 3.7: Ejemplo de uso del algoritmo k-medias para lasi�ar un onjunto

de datos en diferentes subonjuntos. (a) Conjunto de datos. (b) Clasi�ai�on

para k = 5. () Clasi�ai�on para k = 2.

grupos en los que se dividir�a el onjunto de datos de entrada. El la �gura

3.7 podemos ver un onjunto de datos y dos lasi�aiones de los mismos

empleando dos valores diferentes de k.

3.2.5. Mapa Auto-Organizativo de Kohonen (SOM)

El mapa auto-organizativo de Kohonen (del ingl�es \Self Organizing Map"

o \SOM") es un tipo de red neuronal arti�ial desrita por Teuvo Kohonen

(Kohonen, 1990; Kohonen, 1997; Kohonen, 1998). Su algoritmo de entre-

namiento es del tipo ompetitivo y no supervisado. Habitualmente es em-

pleado en la uantizai�on y proyei�on de vetores, as�� omo en visualizai�on.

Su funi�on de error es:

E

SOM

=

N

X

i=0

K

X

k=0

(d

n

i;k

)

2

h

k

(d

p

i;j

)

donde K es el onjunto de datos de entrenamiento y h

k

es una funi�on de

veindad entrada en la neurona  y mon�otonamente dereiente en funi�on

del tiempo.

En su forma m�as simple, la originalmente desrita por Kohonen, est�a om-

puesto por un onjunto de neuronas dispuestas omo un vetor de 1 �o 2 di-

mensiones. Aunque pueden utilizarse m�as dimensiones, no es habitual porque
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ser��a m�as dif��il de visualizar. Entre las neuronas se de�ne una funi�on de

veindad, habitualmente de forma hexagonal o retangular. Cada neurona

posee un vetor n-dimensional m

i

. El algoritmo de entrenamiento es iterati-

vo. En ada paso del algoritmo de entrenamiento repite el siguiente proeso:

1. Esoger un vetor x del onjunto de entrenamiento.

2. Calular la distania entre x y ada uno de los vetores m

i

de las

neuronas. A la neurona m�as erana a x, esogida mediante la euai�on

3.3, se la denomina neurona ganadora.

kx�m

g

k = min

i

fkx�m

i

kg (3.3)

3. Atualizar los vetores m

g

de la neurona ganadora y m

i

de sus veinas

m�as eranas seg�un la euai�on 3.4

m

i

(t+ 1) = m

i

(t) + �(t)h

gi

(t)[x�m

i

(t)℄ (3.4)

�(t) es la tasa de aprendizaje y es h

gi

(t) la funi�on de veindad en-

trada sobre la unidad ganadora. Ambas son funiones mon�otonamente

dereientes en funi�on del tiempo.

En la �gura 3.8 se puede ver la proyei�on, empleando el SOM, del mismo

onjunto de datos sobre reparto de la riqueza en el mundo empleado omo

ejemplo del uso de otras t�enias las �guras 3.4, 3.5 y 3.6.

En visualizai�on este m�etodo es espeialmente apreiado por rear una

funi�on que preserva la topolog��a del espaio on gran n�umero de dimensiones,

en el espaio on un menor n�umero de ellas, es deir, mantiene las relaiones

de distania existente en el espaio original, en otro de menor ardinalidad.

As��, los puntos eranos en el espaio original tambi�en lo estar�an en el trans-

formado, y vieversa, los lejanos tambi�en lo seguir�an estando. Adem�as posee

la propiedad de generalizar. Esto posibilita que podamos presentar a la red

nuevos puntos on los que no ha sido entrenada y que sean orretamente
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Figura 3.8: Ejemplo de proyei�on multidimensional empleando el SOM. El

onjunto de datos representa 39 aspetos aera de la riqueza o pobreza

referentes a 77 pa��ses.

lasi�ados y/o proyetados. Otros m�etodos de esalado multidimensional en

ambio deben ser reentrenados ada vez que deseamos utilizar nuevos datos.

En algunos asos, uando el n�umero de dimensiones del espaio de entrada

es peque~no, otros m�etodos omo oKMC+, CCA o CDA pueden proporionar

proyeiones on menor error de uantizai�on o preservar mejor la topolog��a

global, pero a medida que el n�umero de dimensiones ree el omportamiento

del SOM es mejor que el de estos otros m�etodos (Flexer, 1999; Vesanto, 1999).

Otra de las ventajas del SOM es que permite elegir donde oloar iertos

puntos �jos, es deir, nos permite elegir en que neuronas se proyetar�an

iertas entradas. De esta forma podemos haer que determinados tipos de

individuos o �areas de inter�es sean proyetadas siempre donde nos onvenga,

inluso a lo largo de diferentes mapas.

3.2.6. An�alisis de Componentes Curvil��neos (CCA)

CCA es una red neuronal auto-organizativa que proporiona un mapeado

en baja dimensionalidad de un subespaio de un onjunto de datos no lineal

67
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de alta dimensionalidad. Se basa en la reai�on de una forma de relaionar

un espaio de entrada on otro de salida a trav�es de un onjunto de neuronas,

ada una de las uales posee dos onjuntos de vetores: uno para la entrada y

otro para la salida. En la �gura 3.9 podemos ver un ejemplo de la estrutura

de este tipo de red neuronal.

(a) Neuronas de entrada (3D) (b) Neuronas de salida (2D)

() Conjunto de datos (3D) (d) Proyei�on (2D)

Figura 3.9: Estrutura de la red neuronal auto-organizativa interna empleada

en el An�alisis de Componentes Curvil��neos (CCA) de Pierre Demartines para

la proyei�on de un onjunto de datos on forma de aso de aballo. (a)

Vetores de entrada de la red neuronal. (b) Vetores de salida de la red

neuronal. () Conjunto de datos 3D que se desea proyetar. (d) Proyei�on

2D del onjunto de datos.
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Este algoritmo fue propuesto por Pierre Demartines (Demartines & H�erault,

1997) omo una mejora del SOM y es muy similar en sus objetivos a otros

m�etodos no lineales tales omo el MDS o el algoritmo de Sammon. Su salida

no tiene un tama~no �jo sino que representa un espaio ontinuo apaz de

tomar ualquier forma. Para utilizarlo se han de llevar a abo dos proe-

sos: uno de uantizai�on vetorial y otro de proyei�on no lineal. La parte

de proyei�on es similar a otros m�etodos omo el MDS o el algoritmo de

Sammon. La funi�on de error que minimiza tiene la siguiente forma:

E

CCA

=

N

X

i=0

N

X

j=0

(d

n

i;j

� d

p

i;j

)

2

F (d

p

i;j

)

Donde F (d

p

i;j

) es una funi�on aotada y mon�otonamente dereiente del

espaio de salida, uyo objetivo es es favoreer la onservai�on de las rela-

iones topol�ogias loales frente a las globales. Al igual que el SOM tiene

la apaidad de proyetar nuevos puntos desde el espaio original al del di-

mensionalidad reduida una vez entrenada la red neuronal. El CCA tiene la

ventaja de poseer un menor n�umero de par�ametros, pero en ontra, omo se

onstata en (Lendasse et al. , 2000), tiene la desventaja de ser m�as impreiso.

3.2.7. An�alisis de Distanias Curvil��neas (CDA)

CDA es una versi�on mejorada del CCA de Demartines (Demartines &

H�erault, 1997) propuesta por John Aldo Lee (Lee et al. , 2000; Lee et al. ,

2002) on un mejor omportamiento en la proyei�on de onjuntos de datos

on relaiones altamente no lineales y on una ompleta automatizai�on en

el proeso de elei�on de valores para los par�ametros. La funi�on de error

permanee pr�atiamente id�entia salvo por la utilizai�on de la distania

urvil��nea Æ

n

i;j

en lugar de la eul��dea d

n

i;j

para alular las diferenias entre

los puntos del espaio original. En la �gura 3.11 se puede ver la diferenia

entre ambos tipos de distania. La funi�on de error ahora tiene este aspeto:
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3 T�enias de Visualizai�on

(a) Anillos entrelazados en 3D (b) Proyei�on 2D de los anillos

Figura 3.10: Ejemplo de uso del An�alisis de Componentes Curvil��neos (CCA)

de Pierre Demartines para proyetar dos anillos tridimensionales y enlazados

sobre el plano.

(a) (b) (c)

Figura 3.11: Diferenia entre las distanias eul��dea y urvil��nea: (a) dos

puntos sobre una estrutura urvil��nea, (b) distania eul��dea entre los dos

puntos, () distania urvil��nea entre los dos puntos.
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(a) Conjunto de datos 3D (b) Proyei�on 2D

Figura 3.12: Ejemplo de uso del An�alisis de Distanias Curvil��neas (CDA)

de John Aldo Lee para proyetar un onjunto de datos on forma de aso

de aballo de 3D a 2D. (a) Conjunto de datos original en 3D. (b) Proyei�on

2D del onjunto de datos.

E

CDA

=

N

X

i=0

N

X

j=0

(Æ
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2

F (d
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i;j
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Este m�etodo presenta dos ventajas frente al CCA: un mejor ompor-

tamiento para onjuntos de datos altamente no lineales, omo espirales, y

una elei�on de par�ametros ompletamente autom�atia. El CDA hereda el

CCA un menor preisi�on en omparai�on on el SOM, aunque omo venta-

ja frente a este presenta un algoritmo de entrenamiento m�as e�iente, O(n)

frente a O(n

2

).

En la �gura 3.12 podemos ver un ejemplo de proyei�on de un onjunto

de datos on forma de aso de aballo de 3D a 2D. Es el mismo ejemplo que

se utiliz�o en la �gura 3.9 para demostrar el uso del CCA. En este aso, dada

la linealidad del onjunto de datos, los resultados entre el CCA y el CDA

son pareidos. A ontinuai�on se ver�a otro ejemplo en que dada la elevada

no linealidad del onjunto de datos, el CDA funiona muho mejor que el

CCA. Esta vez lo que se intenta proyetar es un onjunto de datos on forma

de espiral en 3 dimensiones. Los resultados, que pueden verse en la �gura

3.13, muestran una lara superioridad del CDA para este tipo de onjuntos
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3 T�enias de Visualizai�on

(a) Conjunto de datos (b) Proyei�on CCA () Proyei�on CDA

Figura 3.13: Comparativa entre CCA y CDA en la proyei�on de onjuntos

de datos altamente no lineales. (a) Conjunto datos on forma de espiral en

3D. (b) Proyei�on 2D mediante CCA. () Proyei�on 2D mediante CDA.

de datos.

3.2.8. Loally Linear Embedding (LLE)

LLE nae on el objetivo de desubrir representaiones ompatas de

datos de alta dimensionalidad para la explorai�on, an�alisis y visualizai�on

de los mismos. LLE es un algoritmo de aprendizaje no supervisado apaz

de alular representaiones de baja dimensionalidad que mantienen las rela-

iones de veindad de unas entradas on un mayor n�umero de dimensiones.

Est�a basado en simples intuiiones geom�etrias desritas por Sam T. Roweis

en (Roweis & Saul, 2000). Este m�etodo supone que ada punto y sus veinos

est�an eranos en un �area del espaio. Entones lo que se intenta es desribir

esta �area a trav�es de un vetor de oe�ientes lineales, w, que reonstruyen

ada punto del espaio a partir de sus veinos. Los errores de reonstrui�on

se mide mediante la funi�on de osto de la euai�on 3.5:

E

w

=

N

X

i=0

�

�

�

�

x

i

�

N

X

j=0

w

ij

x

j

�

�

�

�

2

(3.5)

Donde x

i

y x

j

son los datos i-�esimo y j-�esimo, respetivamente, y w

ij

representan la ontribui�on de ada omponente del onjunto de datos x

j

a

la i-�esima reonstrui�on.
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Figura 3.14: Ejemplo de uso de Loally Linear Embedding (LLE) de Sam. T.

Roweis. Proyei�on de aras humanas. Los ��rulos representan la posii�on

de las aras eranas. La aras de la parte inferior se orresponden on los

puntos a lo largo de la l��nea ontinua de la parte superior-dereha.

Se elimina la neesidad de alular la distania o diferenias entre ada

par de puntos del onjunto de datos, entrando su ateni�on s�olo en los que

est�an m�as eranos entre s��. De aqu�� que este m�etodo sea bastante r�apido de

alular, pero que tenga un punto d�ebil: falla uando el onjunto de datos

est�a divido en varios grupos separados, seg�un se demuestra en (Perona &

Polito, 2002).

El la �gura 3.14 se puede ver al LLE en ai�on proyetando un onjunto

de aras humanas on diferentes poses y expresiones.

3.3. Visualizai�on de espaios de b�usqueda

mediante el SOM

El m�etodo de visualizai�on aqu�� propuesto se basa en el uso de los mapas

autoorganizativos de Kohonen omo t�enia de esalado multidimensional

para la proyei�on de individuos sobre la representai�on de un espaio de
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3 T�enias de Visualizai�on

b�usqueda.

En funi�on de nuestros intereses podemos esoger �omo entrenar los ma-

pas de forma que nos permitan representar el espaio de b�usqueda de un prob-

lema o el espaio explorado por un algoritmo evolutivo durante la b�usqueda

de la solui�on. Cuando lo que se desea es onoer la forma del espaio de

b�usqueda de un problema lo mejor ser�a entrenar el SOM on una nube de

puntos esogidos aleatoriamente de diho espaio de b�usqueda. En ambio

para omparar diferentes ejeuiones de un mismo algoritmo evolutivo es

muho m�as ventajoso entrarse �uniamente en las �areas exploradas, y no en

todo el espaio de b�usqueda. Para ello el SOM debe entrenarse on soluiones

obtenidas por el algoritmo evolutivo durante su ejeui�on. En el ap��tulo 4 se

hae una desripi�on m�as detallada aera de las diferenias entre un espaio

del b�usqueda y el espaio explorado por un algoritmo gen�etio durante su

funionamiento.

La utilizai�on del SOM para visualizar un espaio de b�usqueda requiere de

la ejeui�on de dos pasos: la obteni�on del SOM y la proyei�on de individuos

sobre el mismo. La obteni�on del SOM, a su vez, requiere llevar a abo tres

proesos:obtener el onjunto de entrenamiento, entrenar el mapa y veri�ar

el orreto entrenamiento del mismo (ver �gura 3.15).

El primero proeso que debemos realizar es la selei�on del onjunto de en-

trenamiento. De este depender�a en gran medida la apaidad de visualizai�on

que posea el SOM una vez entrenado. Lo primero que debemos deidir es que

deseamos ver: un espaio de b�usqueda o la pori�on de un espaio de b�usqueda

explorada por un algoritmo evolutivo durante su funionamiento.

En el primer aso, es deir, si deseamos visualizar un espaio de b�usque-

da, lo normal ser�a esoger una serie de puntos de diho espaio de b�usqueda

al azar. En aso de que poseamos alguna pista aera de la forma de este

espaio b�usqueda, podemos inorporarla a la forma de esoger los puntos.

En la sei�on 4.1 se pueden enontrar dos ejemplos de selei�on de puntos

al azar para visualizar un espaio de b�usqueda y omo despu�es se aplia el

onoimiento espe���o de la forma de dihos espaios para a�nar el proeso

de visualizai�on. Esto puede llevarse a abo variando la funi�on de probabil-
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Obtener
SOM

Proyectar
población

seleccionar
conjunto de
entrenamiento

verificar
SOM

entrenar
SOM

Figura 3.15: M�etodo de proyei�on basado en el SOM. En primer lugar se

ha de obtener el SOM sobre el que proyetar los individuos de un poblai�on.

Para obtener diho mapa es neesario esoger un onjunto de entrenamien-

to adeuado, entrenar el mapa de forma adeuada y omprobar que diho

proeso de entrenamiento ha produido un mapa orreto.

idad on la que se esogen los datos. De esta forma tambi�en se ver�a afetada

la funi�on de densidad de probabilidad del espaio de b�usqueda representado.

Este proeso se lleva a abo sobre dos problemas t��pios omo son onemax

(sei�on 4.1.1) y Rastrigin (sei�on 4.1.2).

Si por el ontrario lo que se desea es visualizar el espaio explorado por un

algoritmo evolutivo, deberemos rear el onjunto de entrenamiento a partir

de individuos obtenidos por el propio algoritmo durante su funionamiento.

Seg�un que deseemos poner de mani�esto podemos obtener dihos individuos

de una o varias ejeuiones del algoritmo. Para poner de mani�esto las difer-

enias entre las fases tempranas y tard��as del proeso evolutivo puede es �util

emplear individuos de una �unia ejeui�on. En ambio, para omparar difer-

entes ejeuiones e intentar desubrir tendenias del algoritmo puede ser �util

emplear individuos proedentes de varias ejeuiones. En la sei�on 4.2.1 hay

un ejemplo de este tipo de selei�on del onjunto de entrenamiento apliado

al problema de la mohila. A t��tulo omparativo, en la sei�on 4.2.2 podemos

enontrar una visualizai�on de todo el espaio de b�usqueda de este problema.
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En general, y salvo para omparar varias ejeuiones de un mismo al-

goritmo, es m�as ventajoso intentar visualizar todo el espaio de b�usqueda

de un problema. Cuando se utilizan puntos del espaio explorado durante

ierto n�umero de ejeuiones no se garantiza que se ubra todo el espaio de

b�usqueda, on lo ual se pueden ignorar iertas �areas de inter�es, y se orre el

riesgo de entrarse �uniamente en las que el algoritmo enuentra on mayor

failidad.

Una vez obtenido el onjunto del entrenamiento podemos pasar a entre-

nar el SOM. La implementai�on utilizada para ello ha sido SOM PAK (Ko-

honen et al. , 1996) disponible de forma gratuita en Internet en la direi�on

http://www.is.hut.fi/researh/som-researh/nnr-programs.shtml.

En este doumento se desriben los prinipios de los mapas autoorganiza-

tivos junto on los programas de que onsta el paquete y se dan una serie de

onsejos pr�atios para la reai�on de buenos mapas, entre los uales abe

destaar:

La forma del mapa debe ser preferiblemente alargada para onseguir

una orientai�on estable de los datos a lo largo de la funi�on de densidad

de probabilidad que aproxima el mapa. Esto es espeialmente impor-

tante uando el onjunto de entrenamiento se esoge mediante individ-

uos obtenidos durante la ejeui�on del algoritmo evolutivo o uando se

esogen de forma no aleatoria del espaio de b�usqueda del problema.

En aso de obtenerse aleatoriamente, ya no existir�an direiones m�as

importantes que otras.

Para obtener mapas on una buena preisi�on estad��stia es neesario

repetir el proeso de entrenamiento durante una gran antidad de pasos,

omo, por ejemplo, 100000 pasos. A mayor n�umero de neuronas se

requerir�an m�as pasos para obtener mapas on la misma preisi�on que

otros de menor tama~no.

Las neuronas del SOM pueden disponerse siguiendo una distribui�on

retangular o hexagonal, siendo esta �ultima m�as onveniente para su

utilizai�on en visualizai�on.
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El mejor mapa se espera que sea el que tenga el menor error de uan-

tizai�on. Diho error puede medirse mediante un programa llamado

qerror.

Para entrenar el SOM en primer lugar hemos de iniializar los pesos de las

neuronas a partir del onjunto de datos on el que se desea entrenarlo, bien

de forma aleatoria on el programa randinit, o bien de forma ordenada a lo

largo de un subespaio bidimensional que sigue los omponentes prinipales

de diho onjunto de datos de entrada on el programa lininit. Una vez

iniializado puede entrenarse mediante el programa vsom.

Una vez entrenado s�olo falta omprobar que el mapa es orreto y que su

preisi�on es la adeuada. Comprobar la preisi�on es senillo y puede haerse

midiendo su error de uantizai�on on el programa qerror. El omprobar

la orrei�on es algo m�as ompliado y podemos haerlo on los siguientes

programas:

visual: Este programa genera una lista de oordenadas orrespondi-

entes a las neuronas ganadoras del mapa para ada muestra de un on-

junto de datos. Tambi�en da el error de uantizai�on de ada muestra y

su etiqueta orrespondiente, si esta ha sido de�nida.

sammon: Genera un mapa de Sammon en 2 dimensiones a partir de un

onjunto de datos n-dimensional donde los puntos tienden a aproxi-

marse seg�un la distania eul��dea entre ellos.

planes: Este programa genera un gr�a�o que muestra la proyei�on de

un ierto omponente del mapa sobre un plano. Si le pasamos un on-

junto de datos generar�a un segundo gr�a�o on la trayetoria formada

por la neuronas ganadoras para ada muestra.

umat: Este programa genera un gr�a�o que permite visualizar las dis-

tanias entre las neuronas veinas de un SOM mediante niveles de grises

tal omo se desribe en (Ultsh, 1993). A mayor diferenia entre vei-

nos, m�as osuro ser�a el olor que los separe. Todos las proyeiones
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que se ver�an a lo largo de esta memoria ser�an readas empleando este

programa.

Llegados a este punto, ya tenemos un mapa orretamente entrenado.

Ahora s�olo falta obtener individuos produidos por un algoritmo evolutivo y

proyetarlos sobre el mismo. Para llevar a abo esta proyei�on utilizaremos

el programa umat. En los siguientes ap��tulos, 4 y 5, se pueden enontrar

variados ejemplos de proyei�on. Los individuos pueden proyetarse de uno

en uno o varios de ellos a la vez, pudiendo de esta forma umplir on los

diversos objetivos que nos planteamos en la sei�on 3.1. Para difereniar los

individuos puede utilizarse ualquier tipo de adena de arateres omo: un

identi�ador �unio, el valor de �tness de un individuo o ualquier otra que

nos pueda interesar.

Ahora que ya hemos reado un mapa y lo hemos probado proyetando

individuos o poblaiones ompletas sobre �el podemos rear un segundo mapa

on la informai�on obtenida a partir del primero. De esta forma podemos

umplir iertos objetivos, tal omo: entrarnos en iertas �areas interesantes,

desartar �areas que sean imposibles de visitar debido a alg�un tipo de re-

strii�on o modi�ar la forma que tiene el mapa de proyetar individuos

para haerlo m�as atrativo, visualmente hablando, modi�ando su funi�on

de densidad de probabilidad. La reai�on de un segundo mapa a partir de la

informai�on obtenida on un primero se ha utilizado en las seiones 4.1.1 y

4.1.2 para mejorar nuestra perepi�on del proeso evolutivo, y en la sei�on

4.2.1 para eliminar zonas poo interesantes o imposibles de visitar debido a

restriiones del problema.

3.4. Conlusiones

Este ap��tulo se han desrito las posibilidades que la visualizai�on puede

aportar al ampo de la omputai�on evolutiva, y a la vez se han visto las

limitaiones que lo afetan.

Para omenzar se ha heho una lasi�ai�on de las t�enias de visual-

izai�on en base a dos riterios:
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>Qu�e se ve? El genotipo, que es estrutura de datos que representa una

solui�on, o el fenotipo, que es la alidad de una solui�on.

>Cu�anto se ve? De u�antas generaiones proeden los datos a visualizar.

Debido a las limitaiones de la visi�on humana, en segundo lugar se han

enumerado y desrito las t�enias de esalado multidimensional m�as impor-

tantes que nos permitir�an reduir el n�umero de dimensiones de un proble-

ma de ara a su visualizai�on. De todas ellas el Mapas Autoorganizativos

de Kohonen es la que mejor se adapta a nuestro objetivo por su buen fun-

ionamiento on un elevado n�umero de dimensiones, porque permiten proye-

tar ualquier punto desde el espaio de entrada a una representai�on bidi-

mensional una vez entrenados, por estar disponible de forma gratuita en la

red y por ser f�ail de utilizar.

En �ultimo lugar se ha desrito el m�etodo de visualizai�on multidimension-

al basado en el SOM propuesto en la presente memoria, uyos funionamiento

a grandes rasgos sigue los estos pasos: elei�on del onjunto de entrenamien-

to, entrenamiento y veri�ai�on del SOM, y proyei�on de soluiones sobre

el SOM.
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Cap��tulo 4

Espaios de b�usqueda

Una de las osas que se puede llevar a abo mediante el uso de un SOM

es visualizar una representai�on del espaio de b�usqueda. Seg�un el problema

on que tratemos y lo que m�as onvenga a nuestros intereses existen dos posi-

bilidades en uanto a la forma de seleionar el onjunto de entrenamiento:

1. Entrenar el mapa on un onjunto de puntos seleionados del espaio

de b�usqueda del problema. De esta forma obtendremos una imagen de

todo el espaio de b�usqueda del problema. Seg�un �omo de aleatoria sea

esta selei�on de puntos y las distribuiones de probabilidad que utilie-

mos para esogerlos podemos obtener mapas m�as o menos f�ailmente

interpretables (Romero et al. , 2002).

2. Utilizar puntos obtenidos del algoritmo evolutivo durante la resolui�on

del problema en uesti�on. De esta segunda forma lo que obtendremos

ser�a una imagen de la parte del espaio de b�usqueda explorado por

el algoritmo evolutivo al tratar de resolver el problema. De est�a forma

podemos inluso omparar diferentes ejeuiones del algoritmo para ver

si siguen aminos pareidos o totalmente diferentes y as�� poder saber

algo aera de la sensibilidad del algoritmo al tama~no de la poblai�on

y otros par�ametros iniiales (Romero et al. , 2001).

Estas dos posibilidades las estudiaremos debido a otra de las arater��sti-

as bene�iosas del SOM: no s�olo permite reduir en n�umero de dimensiones
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del espaio de entrada, sino que, adem�as, es apaz de representar la funi�on

de densidad de probabilidad de diho espaio (Kohonen, 1990), aunque no

siempre de forma perfeta. De esta forma, adem�as de poder proyetar sobre

mapas entrenados on puntos seleionados de forma aleatoria del espaios

de b�usqueda, podremos inuir en la forma que dihos mapas toman mediante

la selei�on uidadosa de los onjuntos de entrenamiento para el SOM. Para

ello aproveharemos la informai�on que tengamos a priori sobre un el espaio

de b�usqueda de un ierto problema o la informai�on que podamos reoletar

a trav�es de los diversos intentos de resolverlo.

En las pr�oximas seiones de este ap��tulo veremos algunos ejemplos de

visualizai�on de espaios de b�usqueda empleando las dos posibilidades anteri-

ormente desritas para varios problemas de prueba utilizados habitualmente

en omputai�on evolutiva tales omo el problema onemax, la funi�on de Ras-

trigin y el problema de la mohila.

4.1. Visualizando el espaio de b�usqueda

Este es uno de los tipos de imagen que m�as y mejor informai�on puede

proporionarnos aera de un problema. Nos permitir�a distinguir las mejores

zonas del espaio de b�usqueda de las peores sin m�as que observar en donde

se proyetan los mejores individuos y los peores. Adem�as podremos seguir

la evolui�on del algoritmo a lo largo de su evolui�on y aprender sobre su

omportamiento: la orreta reai�on de de la poblai�on iniial, el grado de

diversidad de la poblai�on y su mantenimiento a lo largo de la evolui�on,

la veloidad on que se produe el fen�omeno de la onvergenia (si es que

se da) y haia qu�e �areas, si el grado de presi�on seletiva es la adeuada, si

el n�umero de individuos es el adeuado, si los operadores gen�etios umple

on las funiones para los que han sido dise~nados y si las ondiiones de

terminai�on son las adeuadas.
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Figura 4.1: Gr�a�os de la funi�on onemax para 1 y 2 variables.

4.1.1. El espaio de b�usqueda del problema onemax

Dada una adena binaria de longitud n, este problema onsiste en maxi-

mizar la funi�on

f(x) =

n

X

i=1

x

i

x

i

2 f0; 1g

n

x 2 Z

n

2

Esta es una funi�on muy utilizada por los investigadores del ampo de la

omputai�on evolutiva omo problema de prueba (Garnier et al. , 1999; Harik

et al. , 1999) y nos ser�a �util para expliar la utilidad del SOM para visualizar

espaios de b�usqueda. La funi�on que se busa maximizar es unimodal y

relativamente f�ail de resolver uando el n�umero de dimensiones es peque~no.

A medida que el n�umero de dimensiones ree, el n�umero de �optimos loales

ree exponenialmente on lo ual puede tardarse en loalizar el �optimo

global, espeialmente en aso de utilizar �uniamente operadores gen�etios

l�asios omo el que ambia el valor de un bit aleatoriamente y el rue

monopunto. En la �gura 4.1 podemos ver los gr�a�os para 1 y 2 variables de

esta funi�on.

El espaio de b�usqueda de este problema est�a ompuesto por todas las a-

denas binarias de longitud n representadas por el espaio de los vetores bina-

rios Z

n

2

. Los elementos de Z

n

2

son vetores z = (z

1

; z

2

; : : : ; z

n

) on z

i

2 f0; 1g.
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Al par de elementos de Z

n

2

ompuestos �uniamente por eros y unos suele

denomin�arseles de forma abreviada 0 y 1, respetivamente. Ellos represen-

tan la mejor (1) y peor (0) soluiones posibles al problema. En los siguientes

experimentos se utilizar�a n = 100 para omprobar si es posible \aplanar" de

alguna forma un espaio de dimensi�on 100 a 2 dimensiones.
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(b) Distribui�on normal

Figura 4.2: Comparativa de las distribuiones de dos onjuntos de entre-

namiento para el problema onemax, ada uno de ellos on 10000 muestras.

(a) Distribui�on uniforme (b) Distribui�on normal.

En primer lugar debemos entrenar el SOM y para ello neesitamos un

onjunto de entrenamiento. La forma m�as inmediata para obtenerlo es se-
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leionar puntos de forma aleatoria del hiperubo Z

100

2

siguiendo una dis-

tribui�on uniforme. En la �gura 4.2a se puede ver un histograma on la

distribui�on de valores de la funi�on onemax de los 10000 puntos seleiona-

dos para entrenar el SOM. Una vez entrenado el mapa siguiendo los pasos

que se desriben en la sei�on 3.3, en nuestro aso utilizando el SOM PAK

(Kohonen et al. , 1996), se proyetar�an las soluiones obtenidas en ada gen-

erai�on del algoritmo gen�etio simple programado para resolver el problema

mediante el SOM entrenado on un onjunto de entrenamiento de puntos se-

leionados aleatoriamente. Como podemos ver en la �gura 4.3 este m�etodo

no proporiona buenos resultados. La poblai�on iniial se esoge de forma

adeuada ya que oupa el 50% las neuronas del mapa. Como era de esperar

sus valores iniiales est�an en torno a 50 pues la probabilidad iniial de que

ada bit sea 0 �o 1 es del 50%. Tambi�en nos muestra �omo suede el fen�omeno

de la onvergenia de la poblai�on. En ontra de lo esperado, el proeso no

hae que la poblai�on se onentre en una unia �area, sino que hasta asi el

�nal del proeso, en la generai�on 40, est�a dividida en dos zonas de similar

valor de �tness. Aunque s�� es ierto que estas dos zonas son ada vez m�as

reduidas, y que al �nal, la mejor de ellas hae onverjer haia s�� a toda la

poblai�on. El prinipal problema on este mapa es que proyeta individuos

que representan soluiones muy diferentes, tanto omo 50 y 100, en la misma

neurona.

Para mejorar las arater��stias visuales del SOM la metodolog��a que

aqu�� proponemos se basa en esoger el onjunto de entrenamiento de forma

que se altere la funi�on de densidad de probabilidad del espaio de entrada de

una forma m�as onveniente que la ya vista. Ahora, en lugar de esoger puntos

de Z

100

2

de forma totalmente aleatoria, vamos a tener en uenta qu�e solui�on

representa ada punto dentro de diho hiperubo. Dentro de Z

100

2

hay exa-

tamente

�

100

x

�

puntos uyo valor de la funi�on onemax es x. As��, el n�umero

de puntos on un ierto valor de la funi�on onemax ree a medida que nos

alejamos de los puntos 0 y 1, de los uales s�olo hay 1, y se hae m�aximo

al aerarnos al valor 50, del ual hay

�

100

50

�

. Teniendo en uenta estas prob-

abilidades se esogi�o un nuevo subonjunto aleatorio de Z

100

2

siguiendo una
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Figura 4.3: Proyei�on de onemax sobre un SOM entrenado on puntos aleato-

rios de Z

100

2

que siguen una distribui�on uniforme. Los n�umeros dentro del

gr�a�o india el valor de la funi�on onemax de ada individuo.
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distribui�on normal. En la �gura 4.2b podemos enontrar un histograma on

la distribui�on de valores de �tness de este onjunto de datos, y adem�as,

podemos ompararlo on la distribui�on utilizada anteriormente. El resulta-

do de la proyei�on del mismo algoritmo gen�etio visto en la 4.3 puede verse

ahora proyetado sobre el nuevo SOM en la �gura 4.4.

Estudiando esta nueva seuenia se observa que el punto 0, el peor, queda

situado sobre la esquina superior-izquierda y el 1, el mejor, en la inferior-

dereha, y que el resto de valores se distribuyen de forma ontinua entre

ambas esquinas. Ahora la poblai�on iniial en vez de oupar la mayor parte

del mapa,omo en la poblai�on iniial de la �gura 4.3, oupa solamente la

franja omprendida entre las esquinas inferior-izquierda y la superior-dereha,

es deir, el �area on valores de la funi�on pr�oximos a 50, ver la poblai�on

iniial de la �gura 4.4. Esto ourre por el mismo motivo expliado antes:

la iniializai�on aleatoria de los individuos. La evolui�on de la poblai�on

ahora s�� toma una lara direi�on haia el �optimo, uyo valor es 100, y al

ual se aera ada vez m�as a medida que avanza la evolui�on. Ahora el

proeso de onvergenia toma una direi�on lara y bien de�nida haia el

�optimo, osa que no sued��a antes. Tampoo ourre que haya varias zonas

de �tness pareido que est�en separadas. Este fen�omeno es visible lo largo las

generaiones en la �guras 4.3 de forma que hay dos zonas on soluiones on

valores de �tness similares tanto arriba omo abajo, osa que no ourre en

la �gura 4.4.

Para este problema ha sido posible enontrar una forma de visualizai�on

satisfatoria graias al onoimiento a priori que ten��amos de la forma del

espaio de b�usqueda ya que el primer intento no produjo resultados satisfa-

torios.

4.1.2. El espaio de b�usqueda de la funi�on de Rastrigin

Esta es otra funi�on muy empleada omo funi�on de prueba en el ampo

de la omputai�on evolutiva. En la euai�on, 4.1, suele variarse el n�umero de

dimensiones seg�un la di�ultad que se le quiera dar al problema, reiendo

87



4 Espaios de b�usqueda

50
47

52
51 50

50
47
49

50
52

40 46 51

43
44

53
50
49
51

55
59
52
54

59

48
43
42

50
51
49

57
54

37 43
40

50
48
46

54
51

43
46

51
49
50

54
52
51
58
53

43 46

52
48
47
51
49

56

50
46
41

47 55
48

56
57

44
49
45
50
51
52
48

51
55
49
52
48
53

57 64 65

65

64
66

63
64

67
65

64
65

66
67
69

64
66
67
65

68
69 72

64
67
68
69
70

77

64
65
66

63
64
65

64
65
66
67

65
67
63
64

63
68
69
71
67
64
66
65

72

(a) poblai�on iniial (b) generai�on 5

75

77
78
75
76

78
77
76

80
79

75
76 78

76 80

78
76
75

81
75
79
78
77
76

80

80
82
81

81 83
82

82
80
81

83

80
82
81

85
82
83

() generai�on 10 (d) generai�on 15

84

85
84

84
88
87
85
86

85
87
86

87
88

87
86
84
85

88
100
99
98

(e) generai�on 20 (f) generai�on 40

Figura 4.4: Proyei�on de onemax sobre un SOM entrenado on puntos aleato-

rios de Z

100

2

que siguen una distribui�on normal entrada en 50 basada en el

n�umero de individuos on un ierto valor de �tness. Los n�umeros dentro del

gr�a�o india el valor de la funi�on onemax de ada individuo.
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�esta de forma exponenial on el n�umero de dimensiones. � es una onstante

para ontrolar la altura de la funi�on uyo valor m�as habitual es 10 y n es

el n�umero de dimensiones. En los siguientes experimentos on esta funi�on

emplearemos los valores � = 10 y n = 10.

f(x) = �n+

n

X

i=1

x

2

i

� � os(2�x

i

) x

i

2 [�5;12; 5;12℄ (4.1)

Esta funi�on se arateriza por la existenia de multitud de sub�optimos

uyos valores van reiendo a medida que nos alejamos del m��nimo global

situado en la el punto 0. Podemos ver su forma en 1 y 2 dimensiones en la

�gura 4.5.

Al igual que hiimos antes on la funi�on onemax, empezaremos entrenan-

do el SOM on un onjunto de puntos esogidos aleatoriamente del espaio

de b�usqueda, uya forma es ahora una hiperesfera de entro 0 y radio 5;12

de R

10

. El resultado de proyetar los individuos generados durante la ejeu-

i�on de un algoritmo evolutivo para tratar de busar el m��nimo global de la

funi�on puede verse en la �gura 4.6.

De la �gura 4.6 podemos extraer informai�on interesante: La poblai�on

iniial se esoge de forma adeuada ya que oupa el 97.3% de la repre-

sentai�on de todo el espaio de b�usqueda. De nuevo, al igual que on one-

max, se puede observar el fen�omeno de onvergenia haia la solui�on y on

89



4 Espaios de b�usqueda

227.532
156.955
216.38

248.156
153.893
189.009

223.286
117.549
167.418

190.996
155.761
102.312

190.02
211.564
183.349

166.735
197.906
166.036

143.035
208.571
219.891

140.391
184.617
175.077

196.536
168.271
191.902

200.131
181.621
169.005

171.147
209.931
224.135

129.183
253.897
163.109

205.985
212.367
268.13

127.964
198.269
194.563

268.798
221.831
149.079

160.209
181.711
178.063

179.937
149.72
200.217

156.695192.184
186.157
106.185
165.082

179.04
206.381

168.127
163.262
178.227

144.893180.294
202.06

259.661
184.195122.655

177.937
176.385
174.39

202.442
173.956

180.716
202.068

203.684
199.568
177.639

204.538
164.418
215.91

225.155
162.83

179.867
180.56

211.063
196.46181.399

172.199
214.403
177.102165.587135.068218.489

240.396206.714
207.701
180.421
185.223

205.222
185.768
223.581

134.142
218.997
231.097

171.041
189.574
173.854

196.791
201.146

185.111
185.399
174.323

264.717
184.404
151.804

266.917
190.23

189.469

176.981
203.168
134.486

163.614
264.304
224.589
130.22

197.818
214.142
190.244

198.075
170.404
179.487

139.053
158.776
199.894

157.521207.004
248.751
159.774
204.105

163.192
209.625

129.745
121.156
189.047

145.369
217.295
239.337

204.218
179.01
203.44

192.204

255.456
228.391
166.15

229.938
197.889
237.832

212.101
113.64

172.638
181.165

204.441
184.23

177.779

166.069
207.215
128.097

142.816
212.839

111.548
203.092
224.36

167.236
222.281
189.095

230.657
116.974
228.932

240.327
175.537
184.96
156.512

170.097
171.687
140.308

276.419
174.834

177.389
230.037

165.86
199.393
218.914

165.567
179.203
156.298

215.752
202.855
184.665

204.817
160.241
179.249

112.632
163.242

267.443
147.98186.645

198.332
150.941
158.419

96.0029
164.577
183.837

196.172
202.663
173.176
196.25

197.128
152.161
183.641

235.966
202.637
166.665

135.786
163.739
84.0108

176.015
197.067

208.354
198.521
159.376

166.472
149.865
245.953

219.262
184.727
171.847

172.274
133.67

205.795
165.168
201.516

172.315
222.122
164.569

198.649
160.485
203.029
177.926

153.256
174.057
183.787

172.74
178.055

267.828
219.234

155.859
215.708

156.807
159.657
165.793

139.84
215.088
199.021

196.943
160.752
185.977

182.433
228.863
204.767

165.615
151.193

186.278
160.435

241.41
181.15

112.557
149.329
153.456

213.118
179.26

128.257

192.9
214.532

228.993
186.785
182.886

219.375
127.33
127.485

164.64
176.354
147.244

187.838
180.564
180.667

245.855200.663
118.398

155.203
220.727

171.625
246.653

230.71
212.441

211.915
190.519

179.578
168.286
161.524

136.038
190.065
155.009

116.84
203.425
167.735

207.836
178.369

221.546
190.952
219.529

169.238
138.757
186.948

198.864
212.656144.513

190.725
193.283
197.407

171.012
171.741
235.662

128.505
145.92

185.189

236.942
158.872

193.394
153.485

224.871
227.604
248.952

223.298
192.813
184.898

174.345
189.44

179.442

156.27
216.164
181.185

181.111
190.07

185.607

234.652
211.08

200.875

152.568
233.048

169.528
195.461
167.559

215.809
188.2
177.34

140.626
129.288
208.376

147.836202.302
182.909

230.598
167.268

209.034
173.017
163.844

205.42
156.766
197.554

252.594
153.015227.18

201.181
200.302
195.278

231.117
151.757

182.165
121.882
169.447

196.569
221.282
175.199

202.644
137.523
258.935

151.781
178.266
118.715

155.841
170.361

226.314
194.968

200.341
143.209
124.728

172.119
199.809
166.91

205.093

174.514
166.98
190.736

197.669
168.184

174.524
163.806
193.96

148.89
157.957
186.703

190.482
156.948
180.765

204.61
124.638
167.177

159.18
239.157
141.405

207.206
158.929
217.974

168.972
167.509
138.199

162.958
182.983
212.783

177.241
174.306
232.447
244.547

143.929
184.593
205.784

180.754137.355172.272
197.146

152.907
179.771
227.332

162.368
145.006
194.407

138.042
182.241
116.434

154.606
143.404
161.106

149.932
178.663
197.814

164.895
192.19161.585

255.014
155.699
248.796

140.9
187.909
154.489

192.679
208.603

153.879
166.903
190.781

145.925
173.174

251.081
157.94195.565

230.931
190.569
147.576

162.522
274.46

180.772

194.553
178.914
211.432

161.288
189.566

225.081
180.613
145.793

191.274
181.187

228.198
154.401

177.28
175.357

153.39
222.286
174.099

128.151
203.429
176.673

245.675
167.8

236.191

153.791
205.023
138.464

196.377
174.635
147.149

218.664
210.719
198.826

190.685
179.745
174.629

213.041
186.011
190.75

169.077
162.82

174.995

208.844
190.442
154.988

179.644
173.069
169.819

204.537
184.096
138.134

166.03
207.367
213.458

215.07
190.198
141.296

125.822
171.17

194.852

147.162
140.341
177.793

38.5804 30.915339.2503
37.2599

38.9249
38.7244
37.2472

36.198

32.4701
36.6918
37.5301

32.1927
30.938

33.6532
30.4164

30.0014
37.2498
34.1716

26.1173
26.2151
38.7974

34.5014

39.2934
39.1476
38.9506

37.5472
39.03

35.3024
38.5481

39.248438.2929
37.829
34.8253
34.2093

31.077
37.5281
36.4898

36.5087

36.4668
35.8651
36.358

37.3521 38.7778 37.7722

38.8529
31.1096
36.3669

27.8431
26.5319
26.2934

38.5396 35.988
36.45

38.9945
35.8102

36.3161 35.470234.8318
39.364638.5378

38.4511
38.0436 37.557

38.7186 38.6817

38.941
36.1438
34.367

38.1662

28.3207
28.0225

35.3405
30.9189
39.4841

31.3358
31.9663
37.7664

36.3602 35.5913
34.1046

38.9966
38.2329
32.5292

33.38
31.5291

35.4287
33.9443

32.3759
28.2309
27.3907

33.2701
31.6771 35.3268

32.7202
35.3276
39.0797
36.0725

39.4291
38.3731 31.925838.0841

36.601737.858
28.574

37.9736
33.6256

29.7652
37.9498 39.3191

39.2029 29.1011 38.7065

38.7527
34.3128

(a) poblai�on iniial (b) generai�on 10

13.7802

13.2471
16.2653
14.1377
16.0875

15.3777
15.7577
15.237

16.2001
16.2012

16.2275
14.0319

16.2807
15.6954

15.2824
12.7088

12.2111
15.1879
15.036

16.0342
16.0372

14.8182
13.2103
15.507

15.1781

14.8731
14.868715.2834

16.1066
15.6212
15.5922

15.2055

14.4168
14.3017
14.293

14.8936
16.3336
15.8782

14.5563
16.1797
16.0368

13.5311
13.1166
13.0218

10.5339
15.4679
14.9319

15.62
15.0141
15.7743

15.64215.9074

16.2759

4.33333
6.41048
4.64877

6.08084
6.9695

5.62974
6.84978
6.62513

6.71918

5.98685
5.516395.79787

5.08042
5.30698

6.24167
6.07185
6.29292

6.64906
6.60599
6.08724
7.10458

6.887076.889046.64623
6.60567

7.02793 6.59468

() generai�on 20 (d) generai�on 30

0.394084
0.928518

0.0929112

0.779866
0.629995
0.645845

0.310282
0.105529
0.834013

0.919239

0.00303264
0.00306135
0.00311695

(e) generai�on 50 (f) generai�on 100

Figura 4.6: Proyei�on de individuos de un algoritmo evolutivo que busa el m��nimo de

la funi�on de Rastrigin sobre un SOM entrenado on puntos aleatoriamente esogidos de

R

10

siguiendo una distribui�on uniforme. Los n�umeros dentro de los gr�a�os indian el

valor de la funi�on de ada individuo.
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Visualizando el espaio de b�usqueda 4.1

el mismo defeto: individuos asi iguales aen en zonas alejadas del SOM,

omo puede verse en las generaiones 20, 30 y 50. Como era previsible, el

�area ubierta por la poblai�on va dereiendo a medida que el algoritmo se

aera a la solui�on �optima. Como defeto, observar que en esta proyei�on

individuos tanto de la poblai�on iniial omo de la �nal aen dentro de la

misma neurona del SOM, ya pesar de tener aptitudes muy diferentes pueden

tener representaiones muy pareidas.

Para tratar de mejorar las arater��stias visuales del SOM lo entrenare-

mos de nuevo teniendo en uenta no s�olo el espaio de b�usqueda sino la

informai�on adiional que nos proporiona la funi�on de Rastrigin. Tras las

primeras generaiones es f�ail omprobar que la poblai�on se aera al entro

de la hiperesfera de entro 0 y radio 5.12 de R

10

a la vez que abandona su

orteza. As�� pues, en este segundo intento al entrenar el SOM lo haremos

esogiendo puntos aleatorios de R

10

siguiendo una distribui�on normal en-

trada en 0, es deir, on mayor probabilidad era del entro que del l��mite

exterior de la hiperesfera.

El resultado de esta segunda proyei�on podemos verlo en la �gura 4.7.

El proeso de onvergenia, a diferenia que antes, toma una lara direi�on

desde el borde haia el entro del mapa. As�� pues, la poblai�on iniial oupa

el borde del mapa y se dirige formando ��rulos asi on�entrios haia el

entro a la vez que se aera al �optimo global generai�on tras generai�on.

Esta segunda forma de proyei�on es m�as f�ail de omprender y permite

el seguimiento de la poblai�on de una forma m�as intuitiva y natural:

La forma de mostrar la poblai�on iniial es muy diferente en ambos

asos: repartida por todo el mapa en el primer aso, �gura 4.6(0), y

alejada del entro en el segundo, �gura 4.7(0).

El proeso de onvergenia es dif��il de seguir on el primer mapa ya

que no toma una direi�on laramente de�nida. El segundo mapa por

ontra lo hae extremadamente senillo pues toma un lara direi�on

haia el entro.

En el primer mapa, individuos on muy diferentes valores de �tness
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Figura 4.7: Proyei�on de individuos de un algoritmo evolutivo que busa el m��nimo

de la funi�on de Rastrigin sobre un SOM entrenado on puntos aleatoriamente esogidos

de R

10

siguiendo una distribui�on normal entrada en 0. Los n�umeros dentro del gr�a�o

indian el �tness del individuo. Los n�umeros del interior de los gr�a�os indian el valor de

la funi�on de ada individuo.
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Visualizando el espaio explorado durante la b�usqueda 4.2

son proyetados en zonas eranas, y, por ontra, otros muy pareidos

son repartidos sin orden aparente por regiones muy separadas. En el

segundo mapa se apreia una fuerte estruturai�on on�entria de los

valores de los individuos, su valor de �tness aumenta a medida que se

aeran al entro.

4.2. Visualizando el espaio explorado durante

la b�usqueda

Hasta ahora hemos visto representaiones del espaio de b�usqueda om-

pleto de iertos problemas. En el siguiente experimento lo que haremos

ser�a representar s�olo la pori�on de diho espaio explorada por un algoritmo

evolutivo durante la b�usqueda de la solui�on a un problema.

Para ello lo que haremos ser�a utilizar un onjunto de entrenamiento difer-

ente para entrenar los mapas de Kohonen de los utilizados hasta ahora. En

la sei�on anterior, 4.1, hemos utilizado onjuntos de entrenamiento forma-

dos mediantes puntos seleionados de forma aleatoria de todo el espaio

de b�usqueda de un problema on una ierta distribui�on de probabilidad.

Ahora, en ambio, los puntos los seleionaremos de la propia ejeui�on de

un algoritmo evolutivo que resuelve un problema. As�� en vez de representar

todo un espaio de b�usqueda seremos apaes de entrarnos sobre las �areas

exploradas por nuestros algoritmos.

4.2.1. El espaio explorado en el problema de la mohi-

la

En el problema de la mohila binaria un onjunto de n objetos se deben

introduir en una mohila de apaidad C. Cada objeto tiene un peso P

i

y un

bene�io B

i

asoiados, y el problema onsiste en seleionar un subonjunto

de objetos uyo peso total no exeda la apaidad de la mohila y uyo

bene�io sea m�aximo.
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4 Espaios de b�usqueda

Hay una gran variedad de problemas de este tipo, muhos de los uales son

onoidos por ser NP-duros. Para nuestros experimentos hemos esogido un

problema de la mohila binaria desrito en (Mihalewiz, 1996) p�agina. 81, en

su variedad fuertemente orrelaionada, on apaidad media y empleando

un algoritmo de penalizai�on lineal para alular el �tness y asegurar la

validez de los resultados. Existen multitud de m�etodos para resolver este

problema, en (Martello et al. , 1997) podemos ver una reopilai�on de los

m�etodos algor��tmios m�as importantes, y en (Hinterding, 1994) se presentan

varias formas de resolui�on mediante algoritmos evolutivos. A ontinuai�on

desribiremos brevemente el este problema:

Dados un onjunto de pesos P , otro de bene�ios B y una apaidad C,

el problema onsiste en enontrar un vetor binario x 2 Z

n

2

tal que

n

X

i=1

x

i

� P

i

� C

y para el ual la suma de bene�ios

n

X

i=1

x

i

�B

i

(4.2)

sea m�axima.

El onjunto de pesos, P , se ha esogido de forma aleatoria entre 1 y 10 y

el de bene�ios, B, se alula a trav�es de P mediante la f�ormula

B

i

= P

i

+ 5 (4.3)

La funi�on de penalizai�on lineal empleada ha sido:

pen(x) = � �

�

n

X

i=1

x

i

� P

i

� C

�

� = max

i=1::n

fB

i

=P

i

g (4.4)

En los siguientes experimentos on este problema las soluiones se rep-

resentar�an mediante vetores binarios de longitud n = 500, on lo ual el

espaio de b�usqueda ser�a el hiperubo Z

500

2

, y utilizaremos una apaidad de
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Visualizando el espaio explorado durante la b�usqueda 4.2

mohila de C = 1389 y un valor de � = 5. En la sei�on A.2 mostramos el

onjunto de pesos utilizado.

En esta instania del problema, el valor del �optimo global es 3109, y a

pesar de haber

�

55

42

�

�

�

45

2

�

� 1;44 � 10

15

diferentes ombinaiones de objetos

en la mohila que nos permiten onseguirlo, a duras penas hemos onseguido

obtenerlo en unas poas ejeuiones de nuestro algoritmo. El m�aximo val-

or que se obtiene habitualmente es 3104, que es un sub�optimo muho m�as

abundante que el �optimo global. Esto se debe sin duda a la di�ultad del

problema, ante uyo espaio de b�usqueda de asi 2

500

posibles ombinaiones

(algo menor en realidad debido a las restriiones), el n�umero de �optimos es

insigni�ante.

El primer paso para visualizar el espaio de b�usqueda ser�a rear un SOM

para proyetar los individuos generados por el algoritmo evolutivo esrito

para resolver este problema. Hasta el momento hemos entrenado los mapas

utilizado onjuntos de entrenamientos uyos puntos se seleionaban aleato-

riamente del espaio de b�usqueda. Ahora en ambio vamos a probar a entre-

narlos on individuos obtenidos durante la resolui�on del problema. De esta

forma, en vez de obtener una representai�on de todo el espaio de b�usqueda,

obtendremos una representai�on del espaio explorado por el algoritmo evo-

lutivo en su b�usqueda de la solui�on. Esta forma puede suponer un ventaja,

espeialmente en problemas omo este, uyo espaio de b�usqueda es muy

extenso.

Para obtener el onjunto de entrenamiento se han ejeutado el algoritmo

100 vees on diferentes par�ametros iniiales, esogiendo 10000 individuos

de forma aleatoria de dihas ejeuiones. De esta forma se trata de amoldar

la densidad de probabilidad del espaio del espaio de b�usqueda a las re-

giones visitadas por el algoritmo durante su funionamiento. Los resultados

produidos mediante esta forma de entrenar un SOM podemos verlos en la

�gura 4.9.

De las �guras 4.8 y 4.9 podemos extraer varias onlusiones aera del

funionamiento de nuestro algoritmo:

El m�etodo de iniializai�on de la poblai�on utilizado no es el mejor
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Figura 4.8: SOM para proyei�on del problema de la mohila entrenado on

10000 individuos seleionados al azar de 100 experimentos, representando

el espaio explorado por el algoritmo durante su ejeui�on. (a) Estad��stias

de la ejeui�on que puede verse en la �gura 4.9. (b) SOM on el que se ha

reado la proyei�on de la �gura 4.9, los n�umeros indian el valor de �tness

de los individuos proyetados en ada neurona.
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Figura 4.9: Proyei�on del problema de la mohila sobre el SOM entrenado

on 10000 individuos seleionados al azar de 100 experimentos de la �gura

4.8, representando el espaio explorado por el algoritmo durante su ejeui�on.
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posible. Se puede llegar a esta onlusi�on sin m�as que observar la dis-

tribui�on de la poblai�on iniial en la �gura 4.9(a), pues s�olo ubre el

3.17% de toda la super�ie que representa el espaio explorado durante

la b�usqueda. Dado que estamos empleando una variante del problema

de la mohila de apaidad media, ser��a de esperar que las soluiones

tuviese en media el 50% de los objetos posibles. Esto no es as�� debido a

la forma de la funi�on de �tness, vease la euai�on 4.2, que no depende

en exlusiva del peso, sino del bene�io asoiado a ada peso de�nido

por la euai�on 4.3. Seg�un dihas euaiones, el bene�io asoiado a

introduir varios objetos ligeros es mayor que el de un �unio objeto de

peso equivalente. De auerdo on esto, en vez de haer que ada bit del

vetor que representa las soluiones se iniialize on un 50% de prob-

abilidades de ser 0 �o 1, habr��a que inrementar la probabilidad de ser

1. Posteriores experimentos demostraron que el valor �optimo de iniial-

izai�on a 1 era del 68.8%, dado que las soluiones �optimas ontienen

344 bits a 1 de los 500 posibles.

El proeso de onvergenia de la poblai�on es f�ailmente observable y se

produe desde los extremos haia la zona inferior-entral del mapa. De

esta forma las buenas y malas zonas del espaio de b�usqueda quedan

bien delimitadas asi en forma de anillos on�entrios en la proyei�on

reada mediante el programa umat en la que hemos mantenido el olor

del fondo que representa las distanias entre las neuronas del SOM, ver

�gura 4.8(b).

Como hemos visto esta forma de visualizar el espaio explorado por un

algoritmo evolutivo nos permite seguir su funionamiento y desubrir algunas

de sus arater��stias m�as importantes. A ontinuai�on, para el problema de

lamohila, intentaremos ver todo el espaio de b�usqueda de nuestro problema,

y no s�olo la parte explorada por el algoritmo implementados por nosotros para

resolverlo.
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4.2.2. El espaio de b�usqueda en el problema de la

mohila

Para poder omparar la diferenia entre visualizar el espaio de b�usqueda

y el espaio explorado durante la b�usqueda vamos a ontinuai�on a proyetar

la misma ejeui�on que podemos ver en la �gura 4.9 sobre un SOM entrenado

seg�un se ha visto en la sei�on 4.1, es deir, on puntos aleatorios del espaio

de b�usqueda. Para ello lo que hemos heho ha sido seleionar 10000 puntos

de forma aleatoria de Z

500

2

siguiendo una distribui�on uniforme. En la �gura

4.11 podemos ver el resultado de la proyei�on sobre un SOM entrenado on

este tipo de onjunto de datos.

En la �gura 4.10(b) tenemos un mapa que proyeta todo el espaio de

b�usqueda Z

500

2

. Lo hae de forma que los individuos on menos unos aer�an en

la zona inferior-izquierda, y los que tienen m�as unos en la superior-dereha,

distribuyendo los dem�as de forma diagonal entre ambas zonas. Como se ve

en la �gura 4.10(a), el mapa representa perfetamente todas las posibles

ombinaiones de eros y unos y las distribuye de forma razonable entre

las dos esquinas antes menionadas, pero al �jarnos en la proyei�on de la

poblai�on sobre el mismo, �gura 4.10(b), vemos que no se ajusta a nuestros

prop�ositos por varios motivos:

El 44.4% de �area del mapa no es pobladas por ningun individuo, nos

referimos a las esquinas inferior-izquierda y a la superior-dereha, on

lo ual se produe un desperdiio de espaio, uyas neuronas podr��a

haberse utilizado para representar mejor las zonas interesantes del es-

paio de b�usqueda.

El �area orrespondiente a la esquina inferior-izquierda deber��a poblarse

on los dividuos de muy bajo o nulo peso, que normalmente no son

enontrados por el algoritmo. Esta es una de las zonas andidatas a de-

sapareer por no ser utilizada de forma que puede aproveharse para ser

poblada on otros individuos que si sean enontrados por el algoritmo.

La esquina superior-dereha orresponder��a a los individuos de peso
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Figura 4.10: SOM para proyei�on del problema de la mohila entrenado on

10000 puntos seleionados al azar de su espaio de b�usqueda, Z

500

2

, siguiendo

una distribui�on uniforme. Se puede ver la proyei�on en la �gura 4.11. Los

n�umeros en (a) indian el n�umero de unos de los patrones de entrenamiento

que aen sobre ada neurona, y en (b), el �tness de los individuos proyetados

sobre ada neurona.
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Figura 4.11: Proyei�on del problema de la mohila sobre el SOM entrenado

on puntos seleionados al azar de su espaio de b�usqueda, Z

500

2

, siguiendo

una distribui�on uniforme de la �gura 4.10b. Los n�umeros del interior de los

gr�a�os a-f indian el valor de �tness.
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muy elevado, que es imposible de alanzar debido a la restrii�on de

apaidad del problema, en onreto todas aquellas on m�as de 344

unos, adem�as de iertas ombinaiones on un n�umero menor de unos.

Este problema se produe por que la representai�on de las soluiones,

un vetor binario de longitud 500, permite la reai�on de soluiones no

v�alidas. Estas se van eliminando a medida que evoluiona la poblai�on

debido al uso de una funi�on de evaluai�on que penaliza a los individuos

que superan la apaidad estableida (euai�on 4.4).

El proeso de onvergenia es dif��il de apreiar debido a lo era que

est�an las zonas on buenos y malos individuos. Seria muho mejor si

diha distania fuese la mayor posible dentro del mapa, es deir, si

realmente se utilizasen todas las neuronas del SOM.

Partiendo de la informai�on reabada en el primer intento de visualizar

el espaio de b�usqueda obtenida de las �guras 4.10 y 4.11, vamos a entrenar

un nuevo SOM on un onjunto de datos diferente. Para ello de�niremos el

subonjunto Z

0

, del que esogeremos los puntos, de la siguiente forma:

Z

0

� Z

500

2

; Z

0

=

�

x 2 Z

500

2

�

�

�

�

500

X

i=1

x

i

> 200 ^

500

X

i=1

x

i

< 345

�

Al igual que antes, esogeremos 10000 valores al azar de Z

0

siguiendo

una distribui�on uniforme y entrenaremos otro SOM on diho onjunto. El

resultado de proyetar sobre el mapa as�� entrenado la misma ejeui�on de

nuestro algoritmo que en las �guras 4.9 y 4.11, lo podemos ver en la �gura

4.13.

Comparando las �guras 4.11 y 4.13 podremos apreiar una mejora evi-

dente en la alidad de la proyei�on y en la alidad de la informai�on que

proporionan. En esta nueva proyei�on, se han desartado las zonas que no

pod��a ser oupadas por ser poo �optimas y tambi�en aquellas otras que in-

umpl��an la restrii�on de apaidad de la mohila. He aqu�� algunas de las

onlusiones que podemos saar de esta �ultima proyei�on:

La poblai�on evoluiona de dereha a izquierda, pasando de las �areas
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Visualizando el espaio explorado durante la b�usqueda 4.2
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(b) SOM

Figura 4.12: SOM para proyei�on del problema de la mohila entrenado on

puntos seleionados al azar del subespaio de b�usqueda, Z

0

, siguiendo una

distribui�on uniforme. Los n�umeros en (a) indian el n�umero de unos de los

patrones de entrenamiento que aen sobre ada neurona, y en (b), el �tness

de los individuos proyetados sobre ada neurona.
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Figura 4.13: Proyei�on del problema de la mohila sobre un SOM entrenado

on puntos seleionados al azar de su espaio de b�usqueda, Z

0

, siguiendo

una distribui�on uniforme de la �gura 4.12b. Los n�umeros del interior de los

gr�a�os a-f indian el �tness de los individuos proyetados.
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Conlusiones 4.3

que representan bajos valores de �tness a las que se aeran a los �opti-

mos.

La iniializai�on de la poblai�on, a pesar de ser mani�estamente mejorable,

se expande hasta oupar un 45,63% del �area del mapa, �gura 4.13(a),

de donde podemos deuir que no es tan mala omo anteriormente

pudimos deduir de las �guras 4.9(a) y 4.11(a). Sin embargo, omo

se~nalamos en la sei�on 4.2.1, la forma de rear la poblai�on iniial de-

ber��a ambiarse para intentar oupar la mejor zona del mapa, la zona

izquierda, que es donde puede enontrarse algunas de las soluiones

�optimas.

Algo que no se hab��a apreiado en las anteriores proyeiones es que

no llegan a explorarse todas las �areas del mapa. La esquina superior-

izquierda no es reorrida por el algoritmo durante la b�usqueda, on la

onsiguiente p�erdida de oportunidades de enontrar las buenas solu-

iones que por diha �area pudiesen haber. En la proyei�on de la �gura

4.9 este detalle es imposible de apreiar, pues su SOM est�a entrenado a

partir de individuos obtenidos de ejeuiones del algoritmo, on lo ual

las �areas sin explorar simplemente no son representadas. En la proye-

i�on de la �gura 4.11 aunque s�� apareen dihas �areas inexploradas,

dado lo omprimida de su representai�on, es imposible de apreiar este

detalle. Por este motivo, ser��a �util emplear alguna de las t�enias que

permitan ampliar la antidad de espaio de b�usqueda explorada, omo,

por ejemplo, las de reparto del �tness. En sei�on 5.2 podemos enon-

trar una breve desripi�on de este tipo de t�enias, as�� omo ejemplos

de su uso y la apliai�on del SOM para su visualizai�on.

4.3. Conlusiones

Como hemos visto a modo de ejemplo para los problemas onemax, rastrigin

y mohila, es posible extraer informai�on �util de la representai�on del espaio

de b�usqueda reada a partir de los mapas autoorganizativos de Kohonen.
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A vees es m�as �util realizar una aproximai�on en dos pasos al problema

de la visualizai�on: primero utilizando un SOM entrenado on puntos sele-

ionados de forma aleatoria del espaio de b�usqueda ompleto del problema,

y despu�es, si se ha logrado obtener alguna informai�on del primer mapa, uti-

lizar un segundo SOM entrenado utilizando el nuevo onoimiento obtenido

aera del espaio de b�usqueda.

Esta informai�on abara aspetos tales omo la alidad de la iniializai�on

de la poblai�on, la direi�on y veloidad del proeso de onvergenia, el es-

tudio del grado de diversidad de la poblai�on, la antidad de espaio de

b�usqueda explorado, el desubrimiento y difereniai�on de la alidad de las

diferentes �areas, exploradas o no, del espaio de b�usqueda, la forma del es-

paio de b�usqueda o omo un algoritmo evolutivo se desenvuelve durante su

funionamiento.

En el aso de usuarios poo experimentados en el mundo de la om-

putai�on evolutiva puede ser muho m�as importante este tipo de t�enias, ya

que muhas de las onlusiones a las que puede llegar un usuario avanzado

estudiando estad��stias pueden ser m�as f�ailes de obtener a trav�es de este

tipo proedimientos visuales.

Adem�as de las posibilidades ya menionadas, tambi�en puede ser �util para

satisfaer al simple uriosidad aera de omo funiona un algoritmo evolutivo

y poder ver omo se desplazan los individuos por el espaio de b�usqueda a

medida que las generaiones van pasando.
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Cap��tulo 5

Operadores gen�etios

Otro de los usos que puede tener la visualizai�on es onoer el efeto de los

operadores gen�etios y de los valores que damos a sus par�ametros. Muhas

vees los investigadores a~naden o eliminan operadores gen�etios mediante

el sistema de prueba y error, es deir, a~naden un operador y luego ven si

las estad��stias mejoran o no. Lo mismo suele ourrir on los valores de los

par�ametros. Este m�etodo dista muho de ser la mejor forma de onoer su

funionamiento.

Mediante la visualizai�on se podr��a desubrir muha m�as informai�on �util

aera de ellos, no s�olo si funionan bien o no, sino adem�as, por qu�e. Otras

vees s�� se sabe �omo puede afetar un operador a un poblai�on pero tambi�en

es deseable el poder on�rmarlo visualmente, espeialmente para los que se

iniian en el ampo de la omputai�on evolutiva, o a la hora de probar una

nueva implementai�on de una t�enia ya onoida, para on�rmar su orreto

funionamiento.

Para estudiar sus efetos en visualizai�on vamos a utilizar un algoritmo

evolutivo que entrena redes neuronales arti�iales (Yao, 1992). Las redes uti-

lizadas son del tipo pereptr�on multiapa (de Multilayer Pereptron o MLP)

y ada neurona utiliza un peso extra denominado sesgo (\bias") onetado

a una entrada �tiia siempre a 1. En la �gura 5.1 podemos ver un ejemplo

de este tipo de red neuronal. En (Castillo et al. , 2000b) y (Castillo et al. ,

2000a) se pueden enontrar m�as detalles aera de las implementaiones de
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Figura 5.1: Ejemplo de pereptr�on multiapa de 3 apas on 3 entradas y

2 salidas. La primera apa tiene 3 neuronas onetadas a las 3 entradas, la

apa intermedia tiene 4 neuronas y la apa de salida tiene 2 neuronas.

redes neuronales y algoritmos gen�etios utilizadas en los siguientes experi-

mentos.

En primer lugar vamos a estudiar el efeto que produe el uso de dos

operados gen�etios diferentes sobre la evolui�on. Los operadores en uesti�on

son la mutai�on \tradiional", que ambia valores de los pesos de forma

aleatoria (Castillo et al. , 2000a), frente a otro tipo de mutai�on basada en

la apliai�on del algoritmo quikprop de Falhman (Fahlman, 1988). Por lo

dem�as, el algoritmo evolutivo empleado para entrenar las redes es id�entio.

Estos operadores han sido esogidos por tener efetos totalmente opuestos y

por onsiderarse adeuados para estudiar sus efetos sobre la visualizai�on.

5.1. Evolui�on de redes neuronales

Las redes que emplearemos van a tener un tama~no de 3 neuronas, el

m��nimo neesario para aprender la funi�on XOR, onetadas seg�un puede

verse en la �gura 5.2. Cada una de las neuronas tiene 3 pesos, on lo ual

el tama~no total de ada red es de 9 pesos. As�� pues podemos ver ada red

omo un vetor de R

9

. Como en los problemas antes desritos, estas son m�as

dimensiones de las que la visi�on humana puede abarar, on lo ual utilizare-

mos la t�enia aqu�� desrita para intentar visualizar el omportamiento del

algoritmo evolutivo que entrena las redes neuronales.
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Figura 5.2: M��nimo pereptr�on multiapa apaz de aprender la funi�on XOR.

Tiene 2 apas y 3 neuronas. Cada neurona posee un peso extra, denominado

sesgo (\bias"), onetado a una entrada �tiia uyo valor siempre es 1. La

red en total tiene 9 pesos.

Para este experimento entrenaremos un SOM de 10x10 neuronas on una

nube de 262144 puntos esogidos aleatoriamente de la hiperesfera de entro

0 y radio 3 de R

9

. El tama~no del radio lo esogimos siguiendo algunas pistas

dadas por Reed en (Reed & Marks, 1999) y tras observar los valores t��pios

de los pesos de las redes obtenidas en unas uantas ejeuiones.

En la �gura 5.3 podemos ver el omportamiento del algoritmo uando

se utilizan todos los operadores de forma �optima, es deir, mutai�on l�asia,

mutai�on basada en quikprop y rue monopunto. El algoritmo enuentra

una red que reprodue la funi�on XOR en s�olo 15 generaiones. En esta misma

�gura 5.3, podemos ver las proyeiones de varias etapas de la poblai�on sobre

el espaio de b�usqueda.

Ahora que hemos visto omo se omporta el sistema en ondiiones �opti-

mas, vamos a probar a utilizar por separado ada uno de los tipos de mu-

tai�on. En la �gura 5.4 podemos ver el resultado de utilizar s�olo la mutai�on

l�asia y en la �gura 5.5 el resultado de apliar s�olo mutai�on basada en el

algoritmo quikprop. En ambos asos se han mantenido onstantes el resto

de par�ametros as�� omo el rue monopunto. Como podemos ver en los los

tres asos la poblai�on iniial es id�entia y s�olo se produen diferenias tras

las apliai�on de los operadores gen�etios.
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Figura 5.3: Estad��stias y proyei�on del aprendizaje de la funi�on XOR. Los

n�umeros dentro de los gr�a�os -h indian el n�umero de patrones lasi�a-

dos orretamente. Las etiquetas bajo los gr�a�os -h india el n�umero de

generai�on de la que proeden los datos.
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5.1.1. Mutai�on \l�asia"

En el aso de apliar s�olo mutai�on l�asia, el algoritmo se arateriza

por una mejor explorai�on del espaio de b�usqueda, ya que es freuente la

aparii�on de nuevos individuos en zonas anteriormente va��as, y por tanto

inexploradas, omo podemos ver en la seuenia de la �gura 5.4(-h). En la

�gura 5.4a podemos ver omo el este tipo de mutai�on apenas hae mejorar

la poblai�on ya que es muy dif��il que al modi�ar aleatoriamente una red

neuronal se obtenga otra mejor. El error medio inluso aumenta a lo largo

de las generaiones, si bien el mejor es ada vez mejor graias a la selei�on.

En onseuenia podemos apreiar que este operador aumenta la diversidad

e introdue buenos bloques onstrutivos que pueden ser aprovehados por

el operador de rue para dar lugar a mejores individuos. En general esta

versi�on del algoritmo tarda m�as en enontrar la solui�on que la que ombina

los dos tipos de mutai�on.

5.1.2. Mutai�on basada en el algoritmo quikprop

La otra variante, la que s�olo emplea mutai�on basada en el algoritmo

quikprop (Fahlman, 1988), tiene unas arater��stias opuestas. Se arater-

iza por ser m�as explotador que explorador, ya que ada vez los individuos de

la poblai�on oupan menos zonas del mapa, omo podemos ver en la �gura

5.5(-h), y a la vez la alidad de los individuos es ada vez mayor. En apenas

20 generaiones la mayor��a de los individuos se onentran en muy poas

�areas on lo ual la diversidad de la poblai�on se ha visto gravemente afe-

tada. Esta es una de las razones por las que esta versi�on del algoritmo tarda

tanto en enontrar la solui�on ya que de partir de un buen individuo iniial el

enontrar el �optimo est�a asegurado. Aqu��, la �unia forma de explorar nuevas

�areas del espaio de b�usqueda es esperar a que el rue se realie sobre dos

individuos su�ientemente diferentes omo para dar lugar a un desendiente

que aiga sobre una nueva zona.

El algoritmo quikprop mejora r�apidamente la alidad de las redes, heho

que puede observarse en la �guras 5.5a y 5.5b ya que el n�umero de patrones
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Figura 5.4: Estad��stias y proyei�on del aprendizaje de la funi�on XOR uti-

lizando mutai�on l�asia (ver sei�on 5.1.1). Los n�umeros dentro de los gr�a�-

os -h indian el n�umero de patrones lasi�ados orretamente. Las etique-

tas bajo los gr�a�os -h india el n�umero de generai�on de la que proeden

los datos.
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orretamente lasi�ados ree a la vez que el error uadr�atio medio de

la poblai�on no para de desender. Si omparamos las �guras 5.4a y 5.5a

podremos observar que la mutai�on basada en quikprop hae mejorar la

poblai�on muho m�as deprisa que la mutai�on l�asia. Si ahora omparamos

las �guras 5.4b y 5.5b podemos ver que el error uadr�atio medio ae de

forma sostenida utilizando quikprop, pero no si s�olo se emplea mutai�on

aleatoria.

Como hemos visto estos dos operadores de mutai�on tienen arater��sti-

as totalmente opuestas. La mutai�on l�asia tiene la apaidad de introduir

en la poblai�on nuevos genes, pero no de siempre forma inteligente. Por este

motivo, a vees es neesario el onurso de otros operadores para reordenar

dihos genes y dar lugar a nuevos y mejores individuos. Su prinipal efe-

to es aumentar la diversidad de la poblai�on. La otra mutai�on, basada en

quikprop, por el ontrario tiene un efeto inmediato sobre la alidad de las

soluiones pero en ambio su efeto global es el ontrario, redue la diversi-

dad. As�� pues podemos deir que uno de ellos es un operador explorador de

nuevas �areas y que el otro en ambio es explotador de las buenas ya enon-

tradas. Es por esto que su ombinai�on obtiene soluiones �optimas de forma

e�az.

Para poner m�as de mani�esto esta diferenia entre ambos se han en-

trenado un SOM de mayor tama~no, 20x20 neuronas, sobre los que se han

proyetado todos los individuos reados a lo largo de la ejeui�on los dos al-

goritmos evolutivos que empleaban un �unio tipo mutai�on. En la �gura 5.6

vemos que la mutai�on l�asia onsigue explorar el 83,25% del mapa frente

al 42,25% de la mutai�on basada en quikprop.

5.2. T�enias de reparto del �tness

5.2.1. Desripi�on

Estas t�enias se basan en tratar el �tness omo si fuese un reurso �nito

por el que los individuos deben ompetir al igual que suede en la Naturaleza.

113



5 Operadores gen�etios

2

2.2

2.4

2.6

2.8

3

3.2

3.4

3.6

3.8

4

0 5 10 15 20 25 30 35 40 45

pa
tr

on
es

 b
ie

n 
cl

as
ifi

ca
do

s

generacion

mejor
media

0.12

0.14

0.16

0.18

0.2

0.22

0.24

0.26

0 5 10 15 20 25 30 35 40 45

er
ro

r

generacion

best
avg

(a) Patrones bien lasi�ados (b) Error uadr�atio medio

2 2 2 2 2

2 2 2 2 2 2

2 2 2 3

2 2 2 2 2

2 2 2 2 2 3 2

2 2 2

2 2 2 2 2 2

2 2 2 2 2 2 2

2 2 2 2 2 2 2

2 2 2 2 2 2

2

2

1

2 2

3 3 2

2 2 2 3

2 2

2 2 2

2

2 2

2 2

3 2 2

3

2 2

2 3

2 2 2

2

() poblai�on iniial (d) generai�on 9 (e) generai�on 18

3

3

2 2 2

1

2

3

3 3

2 2

3

4

(f) generai�on 27 (g) generai�on 36 (h) generai�on 45

Figura 5.5: Estad��stias y proyei�on del aprendizaje de la funi�on XOR uti-

lizando mutai�on basada en el algoritmo quikprop (ver sei�on 5.1.2). Los

n�umeros dentro de los gr�a�os -h indian el n�umero de patrones lasi�a-

dos orretamente. Las etiquetas bajo los gr�a�os -h india el n�umero de

generai�on de la que proeden los datos.
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Figura 5.6: Comparativa del �area del espaio de b�usqueda explorada por

un AE al entrenar un pereptr�on multiapa para aprender la funi�on XOR

empleando dos operadores de mutai�on diferentes, uno l�asio y otro basa-

do en quikprop. En ambos gr�a�os se han proyetado todos los individuos

obtenidos en las dos ejeuiones del algoritmo sobre un mismo SOM.
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Para ello los individuos pareidos o eranos entre s��, ven disminuidos sus val-

ores �tness mientras que los que se enuentran m�as aislados no se \estorban".

Este tipo de t�enias se usan sobre todo en optimizai�on multimodal y multi-

objetivo (Coello, 2000). En optimizai�on multimodal es importante loalizar

todas las soluiones �optimas para un problema. En optimizai�on multiobje-

tivo se busa optimizar a la vez una serie de subobjetivos. El m�etodo que

vamos a implementar fue propuesto por Goldberg y Rihardson en (Goldberg

& Rihardson, 1987). La idea es permitir la reai�on de un onjunto estable

de subpoblaiones o nihos mediante la utilizai�on de una funi�on de �tness

que degrade el valor de �tness de ada individuo en base a la distania a que

se enuentra de sus veinos. Una funi�on as��, sh, debe umplir que:

0 � sh(d) � 1 para ualquier distania d

sh(0) = 1

lim

d!1

sh(d) = 0

De las muhas funiones que umplen las ondiiones anteriores utilizare-

mos la sugerida por Goldberg en (Goldberg & Rihardson, 1987):

sh(d) =

8

<

:

1� (

d

�

sh

)

�

si d < �

sh

0 en otro aso

(5.1)

donde �

sh

y � on onstantes que determinan el grado de ompetenia entre

veinos y el radio de veindad (para m�as detalles ver (Goldberg & Rihardson,

1987)).

La nueva funi�on de �tness (repartido), f

0

de un individuo x viene dada

por la funi�on:

f

0

(x) =

f(x)

m(x)

(5.2)

donde f(x) es la funi�on de �tness original y m(x) es la suma de todas las

distanias desde el individuo x al resto de individuos de la poblai�on, o, la
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suma del niho en que x est�a:

m(x) =

X

y

sh(d(x; y)) (5.3)

El uso de las euaiones 5.1 a 5.3 implia que uando varios individuos

est�an situados era entre s��, se inremente su valor de reparto del �tness,

on lo ual disminuyen mutuamente sus valores de �tness. De esta forma se

evita el reimiento desontrolado de una determinada espeie dentro de una

poblai�on, o lo que es lo mismo, la aumulai�on de individuos en un mismo

niho o �area del espaio de b�usqueda.

Para poner a prueba esta t�enia y su interai�on on el m�etodo de vi-

sualizai�on propuesto en esta tesis, vamos a realizar dos series de exper-

imentos. Volveremos a utilizar el algoritmo evolutivo para entrenar redes

neuronales, pero esta vez intentaremos que generalie sobre dos onjuntos de

datos de mayor di�ultad que los utilizados previamente. En el primero de

ellos, �aner, la red debe distinguir tumores aner��genos benignos y malignos

(sei�on 5.2.2). En el segundo, sonar, la red debe aprender a disriminar si

el rebote del eo de un s�onar proede de una roa o de un ilindro de metal

(sei�on 5.2.3).

5.2.2. Clasi�ai�on de tumores de �aner de pulm�on

Este problema onsiste en diagnostiar omo benigno o maligno las mues-

tras de un tumor de �aner de pulm�on a partir de la desripi�on de �elulas

analizadas al mirosopio. Este onjunto de datos fue reopilado por el Dr.

William H. Wolberg en el Hospital Universitario de Winsonsin, ver (Man-

gasarian et al. , 1990) para m�as detalles, y podemos obtenerlo en el reposito-

rio de pruebas para aprendizaje autom�atio del UCI (Blake & Merz, 1998).

Prehelt realiza un exhaustivo an�alisis del este onjunto de datos en (Prehelt,

1994)

Cada patr�on tiene 10 atributos m�as la lase a la que pertenee. Los

atributos son: �odigo de patr�on, grosor del grupo de �elulas, uniformidad
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del tama~no de las �elulas, uniformidad de la forma de las �elulas, adhesi�on

marginal, tama~no del epitelio elular, n�uleos desnudos, suavidad rom�atia,

n�uleos normales y mitosis. Las lases posible son dos: benigno o maligno.

La distribui�on de las lases es del 65.5% de patrones de tumores benignos

y del 34.5% restante de tumores malignos.

Existen varias partiiones del onjunto de datos original. En los siguientes

experimentos hemos empleado el denominado aner1a, que es el utilizado por

Gr�onroos (Gr�onroos, 1998) y Castillo (Castillo, 2000) de los tres propuestos

por Prehelt en (Prehelt, 1994).

Como el �n que se persigue aqu�� no es que la red se apaz de reono-

er todos los patrones presentes en los onjuntos de entrenamiento, sino

que sea apaz de generalizar ante nuevas entradas desonoidas, utilizaremos

una t�enia de entrenamiento denominada validai�on ruzada, ver (Reed &

Marks, 1999). Esta t�enia onsiste en dividir el onjunto de datos iniial en

tres subonjuntos. Dos de ellos se utilizan durante la evolui�on de las redes

neuronales, uno de ellos para entrenarlas y otro para validar su apaidad

generalizadora. El terero es utilizado �uniamente tras �nalizar el algoritmo

evolutivo para omprobar la alidad de las redes obtenidas y se le denomina

onjunto de test.

El n�umero de entradas utilizadas ha sido de 9 y se ha empleado una red

neuronal monoapa on una �unia neurona de salida on 10 pesos (uno por

entrada m�as el peso de sesgo). Con lo ual las redes neuronales obtenidas

omo solui�on a este problema perteneen al onjunto R

10

. En este aso

se ha entrenado el SOM on 10000 puntos esogidos al azar siguiendo un

distribui�on uniforme de la hiperesfera de entro 0 y radio 2 de R

10

. En las

�guras 5.7 y �guras 5.8, y 5.9 y 5.10 podemos ver el resultado de la proyei�on

de dos ejeuiones de dos algoritmos evolutivos para busar la solui�on del

problema de la mohila. En el primer aso se ha empleado un algoritmo

gen�etio l�asio y el segundo uno igual al anterior salvo por la utilizai�on

del reparto del �tness. En ambos asos, el SOM empleado para la proyei�on

ha sido el mismo omo puede verse en las �guras 5.7 y 5.9. Como podemos

apreiar en las �guras 5.8(a) y 5.10(a), ambas ejeuiones parten de la misma
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Figura 5.7: SOM para proyei�on del problema aner sin utilizar reparto

del �tness sobre un SOM entrenado on puntos seleionados al azar de la

hiperesfera de entro 0 y radio 2 de R

10

, siguiendo una distribui�on uniforme.

(a) Estad��stias de la ejeui�on uya proyei�on puede verse en la �gura 5.8.

(b) SOM on el que se ha reado la proyei�on de la �gura 5.8, los n�umeros

indian el valor de �tness de los individuos proyetados en ada neurona.
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Figura 5.8: Proyei�on del problema aner sin utilizar reparto del �tness

sobre el SOM entrenado on puntos seleionados al azar de la hiperesfera

de entro 0 y radio 2 de R

10

, siguiendo una distribui�on uniforme de la �gura

5.7. Las etiquetas bajo los gr�a�os indian la generai�on de la que proeden

los individuos proyetados, y los n�umeros dentro de los mismo, su valor de

�tness.
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poblai�on iniial, pero el uso del reparto del �tness hae que se omporten

de forma diferente a medida que avanza el proeso evolutivo.

El efeto m�as laro, y deseado, del reparto del �tness es el mantenimiento

de la diversidad en la poblai�on. Esta ualidad podemos apreiarla de varias

maneras. La primera, empleada habitualmente por los usuarios de este tipo

de algoritmos, es �jarse en la diferenia existente entre las �guras 5.8(a) y

5.10(a). Como podemos ver en ellas la desviai�on t��pia disminuye r�apida-

mente uando no repartimos el �tness, �gura 5.8(a), y en ambio se mantiene

onstante uando si lo haemos, �gura 5.10(a). La otra forma de haerlo, em-

pleando el m�etodo propuesto en esta tesis, es observar la diferenia entre las

seuenias que muestran omo ourre el proeso de onvergenia en las �gura

5.8 y 5.10. En la primera de ellas podemos ver omo a medida que avanza

la evolui�on, la poblai�on va onentr�andose en iertas regiones del espaio

de b�usqueda, en onreto la zona entral del mapa, ver �gura 5.8(f), hasta

oupar un 10,77% de sus eldas. En la segunda en ambio el proeso de

onvergenia paree no ourrir nuna e inluso al �nal, 5.10(f), la poblai�on

aparee repartida por la mayor parte del mapa ubriendo el 33,85% de sus

eldas. En ambas ejeuiones, al partir de id�entias ondiiones iniiales, las

poblaiones oupan el 24,62% de las eldas del mapa. Como vemos, el empleo

del reparto del �tness no s�olo ayuda a mantener la diversidad de la poblai�on,

sino que la aumenta. La utilizai�on del SOM permite apreiar visualmente

diho aumento de la diversidad y adem�as proporiona una forma r�apida de

medirla alulando el �area oupada.

5.2.3. Clasi�ai�on de eos de s�onar

Para estudiar los efetos de las t�enias de reparto del �tness de nuevo

emplearemos un algoritmo evolutivo para entrenar redes neuronales, pero

esta vez se ha esogido un problema de mayor di�ultad de reonoimiento

de patrones propuesto por Gorman y Sejnowski en (Gorman & Sejnowski,

1988). Para un estudio m�as exhaustivo de este problema ver (Castillo, 2000).

Este problema, denominado sonar, onsiste en el reonoimiento de eos

121



5 Operadores gen�etios

 40

 60

 80

 100

 120

 140

 160

 180

 0  5  10  15  20

va
lo

r 
de

 la
 fu

nc
io

n

generaciones

max
med
desv

(a) estad��stias

120 56
55

135
55

57
167 153

158
167
151
155
147

55

91
128
55

90
55 55 103

86 59 40

66
77

100
53
55

159
128
153

62
77

120 55 49 120

43
133
118
107
120

134
141
140
121
120

133
120 122

84
55
119
164
54

120
124

118
120

101
102
118
120

85
117
106
55
120

152
153

167
166

164
167
169
163
137

90
57
56

100
76

115
106
120

119
100
120

109
124

50
165
120
160
123

132
156 170

55
166
142

165
167
152
137
133

151
121

122
137
124

56
107
55
54
120

168
155
103
143
120

164

94
169
151
163

157
159

75
145 156

55
43
45

155 158 152 120
117 142 55 169 55

141

54

125
151
168
113
55

169
159
170
168
167

120
125
105
120

31 119

69
55
66
94
148

55

120 131 161 55 167

(b) SOM

Figura 5.9: SOM para Proyei�on del problema aner utilizando reparto

del �tness sobre un SOM entrenado on puntos seleionados al azar de la

hiperesfera de entro 0 y radio 2 de R

10

, siguiendo una distribui�on uniforme.

(a) Estad��stias de la ejeui�on uya proyei�on puede verse en la �gura 5.10.

(b) SOM on el que se ha reado la proyei�on de la �gura 5.10, los n�umeros

indian el valor de �tness de los individuos proyetados en ada neurona.
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Figura 5.10: Proyei�on del problema aner utilizando reparto del �tness

sobre el SOM entrenado on puntos seleionados al azar de la hiperesfera

de entro 0 y radio 2 de R

10

, siguiendo una distribui�on uniforme que puede

verse en la �gura 5.9. Las etiquetas bajo los gr�a�os indian la generai�on

de la que proeden los individuos proyetados, y los n�umeros dentro de los

mismo, su valor de �tness.
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de s�onar tras reejarse en dos tipos de objetos diferentes: un ilindro de

metal, ali�ado omo mina, y una roa de forma il��ndria posiionada lon-

gitudinalmente en el suelo marino. El pulso enviado era una se~nal de banda

anha lineal de freuenia modulada. Los eos fueron obtenidos desde diver-

sos �angulos para ada objetivo.

Hay un total de 208 eos, 111 de ellos proedentes del ilindro met�alio

y 97 de la roa, seleionados en funi�on de su relai�on se~nal/ruido. De ellos

104 son apartados para entrenamiento, 52 para validai�on y 52 para test,

equilibrando la antidad de minas y roas presentes en la muestra. La se~nal

reejada por el objetivo es sometida a una transformada de Fourier y pos-

teriormente se alula su envolvente espetral. De ada envolvente espetral

se obtienen 60 muestras que son normalizadas en el rango 0.0 a 0.1. Cada

n�umero representa un nivel de energ��a dentro de una banda de freuenias

partiular.

Este problema forma parte del onjunto de datos de prueba para redes

neuronales de la Universidad Carnegie Mellon y est�a disponible en (Blake &

Merz, 1998).

Al igual que en la sei�on anterior, omo nuestro objetivo no es que la

red memorie el onjunto de entrenamiento perfetamente, sino sea apaz de

generalizar, entones tambi�en utilizaremos validai�on ruzada.

Para poder observar mejor las propiedades de las t�enias de reparto del

�tness ejeutaremos dos vees un mismo experimento en el que permaneer�an

onstantes todos los par�ametros salvo por el uso de esta t�enia en el segun-

do de ellos. Tambi�en los proyetaremos sobre un mismo SOM para poder

ompararlos mejor.

Cada red neuronal est�a formada por 3 neuronas y 125 pesos, on lo que

nuestro espaio de b�usqueda ahora est�a dentro de R

125

. Teniendo el tama~no

de las redes en uenta, se entren�o un SOM on 10000 puntos obtenidos al

azar seg�un una distribui�on uniforme de la hiperesfera de entro 0 y radio

4 de R

125

. Al igual que hiimos en la sei�on anterior, ejeutaremos dos

experimentos, on y sin reparto del �tness, y los proyetaremos sobre un

mismo SOM para poder omparar mejor sus efetos. Los resultados podemos

124



T�enias de reparto del �tness 5.2

verlos en las �guras 5.11 y 5.12, y 5.13 y 5.14.

Estudiando la ejeui�on en que se utiliza un algoritmo gen�etio simple,

�gure 5.12, vemos que la antidad de espaio de b�usqueda explorada es m��ni-

ma. La poblai�on iniial s�olo onsigue ubrir el 19,23% de la eldas del SOM,

ver �gura 5.12(a), y a medida que avanzan las generaiones esta antidad dis-

minuye hasta llegar a onentrar a toda la poblai�on en dos �unia eldas en

la generai�on 40, ver �gura 5.12(f), lo que supone e. 1,54% del �area total.

Una informai�on pareida puede obtenerse en la �gura 5.11(a) sin m�as que

observar omo disminuye la desviai�on t��pia de la antidad de patrones or-

retamente lasi�ados. Sin embargo esta segunda forma s�olo nos informa de

la diversidad en el valor de las soluiones, y no de la estrutura de las mismas,

ya que podriamos tener soluiones de diferente estrutura (redes neuronales

on diferentes onjuntos de pesos) y de igual poder de lasi�ai�on. Este

fen�omeno, que realmente s�� ourre en esta ejeui�on del algoritmo, no se

podr��a apreiar simplemente �j�andonos en sus valores de �tness, ver �gura

5.11(a). En ambio, en la �gura 5.12(f), s�� podemos apreiar que existen dos

tipos de soluiones de igual alidad pero de diferente estrutura.

Analizando ahora la �gura 5.14 podemos apreiar los ambios produidos

en la evolui�on por el uso de la t�enia de reparto del �tness. La diversidad

iniial es la misma que en la ejeui�on anterior, ver �gura 5.12(a), ya que

partimos de las mismas ondiiones iniiales. Diha poblai�on iniial oupaba

el 19,23% de �area total del SOM. A diferenia de lo que ourria antes, la

diversidad, en vez de de disminuir, aumenta hasta haer que la poblai�on

oupe el 25,38% de las eldas del mapa en la �ultima generai�on, ver �gura

5.14(f). Como en el aso de onjunto de datos aner (sei�on 5.2.2), se umple

el objetivo para el que hemos empleado la t�enia de reparto del �tness, el

mantenimiento de la diversidad de la poblai�on. Diha diversidad se mantiene

no s�olo en la alidad de las soluiones, ver �gura 5.13(a), sino tambi�en en las

estruturas de las mismas, ver �gura 5.14(f).

Como efeto negativo, destaar que al aumentar la antidad de espaio

explorado, la explotai�on de buenas soluiones existentes en la poblai�on no

puede ser igual de e�az. El algoritmo divide su ateni�on en muhos m�as
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Figura 5.11: SOM para proyei�on del problema sonar sin utilizar reparto

del �tness sobre un SOM entrenado on puntos seleionados al azar de la

hiperesfera de entro 0 y radio 4 de R
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, siguiendo una distribui�on uniforme.

(a) Estad��stias de la ejeui�on uya proyei�on puede verse en la �gura 5.12.

(b) SOM on el que se ha reado la proyei�on de la �gura 5.12, los n�umeros

indian el valor de �tness de los individuos proyetados en ada neurona.
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Figura 5.12: Proyei�on del problema sonar sin utilizar reparto del �tness

sobre el SOM entrenado on puntos seleionados al azar de la hiperesfera

de entro 0 y radio 4 de R
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, siguiendo una distribui�on uniforme que puede

verse en la �gura 5.11. Las etiquetas bajo los gr�a�os indian la generai�on

de la que proeden los individuos proyetados, y los n�umeros dentro de los

mismo, su valor de �tness.
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Figura 5.13: SOM para proyei�on del problema sonar utilizando reparto

del �tness sobre un SOM entrenado on puntos seleionados al azar de la

hiperesfera de entro 0 y radio 4 de R
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, siguiendo una distribui�on uniforme.

(a) Estad��stias de la ejeui�on uya proyei�on puede verse en la �gura 5.14.

(b) SOM on el que se ha reado la proyei�on de la �gura 5.14, los n�umeros

indian el valor de �tness de los individuos proyetados en ada neurona.
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Figura 5.14: Proyei�on del problema sonar utilizando reparto del �tness sobre

el SOM entrenado on puntos seleionados al azar de la hiperesfera de entro

0 y radio 4 de R

125

, siguiendo una distribui�on uniforme que puede verse en

la �gura 5.13. Las etiquetas bajo los gr�a�os indian la generai�on de la que

proeden los individuos proyetados, y los n�umeros dentro de los mismo, su

valor de �tness.
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5 Operadores gen�etios

frentes y de esta forma la mejor solui�on enontrada es ligeramente inferior a

la obtenida anteriormente. Pero a ambio se gana en la antidad de soluiones

enontradas.

El usuario de este tipo de algoritmos ser�a el que en ada aso eval�ue que

le es m�as valioso, si enontrar muhas soluiones diferentes o entrarse en

enontrar una �unia solui�on lo mejor posible.

5.3. Conlusiones

En este ap��tulo se ha visto omo los efetos de los operadores gen�etios

se ponen de mani�esto de una forma visual al proyetar las poblaiones

obtenidas en ada generai�on sobre un SOM. Esto ha quedado patente en

la sei�on 5.1 en la diferente forma de explorar el espaio de b�usqueda de

un mismo problema por parte de dos operadores de variai�on de individu-

os diferentes: una mutai�on aleatoria l�asia y una mutai�on basada en el

algoritmo quikprop.

En segundo lugar se han mostrado, tambi�en de forma visual, los efetos

de la utilizai�on de dos tipos de algoritmos diferentes dentro del ampo de

la omputai�on evolutiva, omo son el Algoritmo Gen�etio Simple (SGA) y

los Algoritmos Gen�etios on Reparto del Fitness. Como se puede ver en los

ejemplos de la sei�on 5.2, la prinipal diferenia entre ambos es la antidad

de espaio de b�usqueda explorado y el mantenimiento de la diversidad de

la poblai�on, que son laramente mejores en el aso de utilizar reparto del

�tness, a osta de un mayor oste omputaional.

Como se dijo anteriormente, si bien en estos asos ya es onoido te�ori-

amente el funionamiento de los operadores y algoritmos empleados, sin

utilizar alguna t�enia omo la aqu�� propuesta no ser��amos apaes de orrob-

orarlo visualmente. Adem�as, a la hora de probar nuevos algoritmos, pueden

darnos informai�on �util aera de su funionamiento, ya que en el ampo

de la omputai�on evolutiva es muy dif��il predeir te�oriamente el ompor-

tamiento de la evolui�on de una poblai�on.
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Cap��tulo 6

Conlusiones y trabajo futuro

En el trabajo de tesis dotoral presentado en esta memoria se han aunado

varios m�etodos omputaionales omo la omputai�on evolutiva y los m�eto-

dos de esalado multidimensional, on el objetivo de omprender y mejorar

el funionamiento de los primeros.

Las limitaiones de la visi�on humana en uanto al n�umero de dimensiones

que podemos apreiar de forma simultanea hae neesario emplear alg�un tipo

de t�enia de esalado multidimensional que reduza la dimensionalidad de

los datos en aquellos problemas que lo requieran y nos permita visualizarlos.

De todas estas t�enias enumeradas en la sei�on 3.2, el Mapa Autoorgani-

zativo de Kohonen es la que mejor se adapta a nuestros intereses por sus

buenas arater��stias de proyei�on para problemas de alta dimensionali-

dad, por ser la �unia t�enia que permite esalar y visualizar a la vez, por

proyetar ualquier punto una vez entrenado, y por la amplia base de soft-

ware existente, que hae que est�e al alane de ualquier investigador, inluso

de forma gratuita.

Para una �optima visualizai�on es r��tio el onjunto de datos on el que

el SOM es entrenado. Cualquier pista sobre la forma del espaio de b�usqueda

de un problema nos ayudar�a a esoger este de forma lo m�as preisa posible

para as�� obtener buenas proyeiones. En ualquier aso, este nuna es un

proeso de b�usqueda a iegas ya que siempre podemos entrenar un mapa

on una representai�on de puntos aleatoriamente seleionados del espaio
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de b�usqueda del problema, y despu�es, re�narlo bas�andonos en las zonas del

mapa que explora el algoritmo evolutivo que lo resuelve. En los ap��tulos 4

y 5 podemos enontrar ejemplos sobre �omo esoger los onjuntos de entre-

namiento para el SOM y sobre omo re�nar diho onjunto a partir de alguna

otra pista aera de un problema.

Una vez obtenido un mapa adeuado este puede ser empleado para obten-

er proyeiones de las que extraer una gran antidad de informai�on valiosa

aera de un algoritmo evolutivo, tal omo: si la poblai�on iniial es reada

de forma adeuada, que grado de diversidad existe en la poblai�on iniial y

omo se mantiene este a lo largo de la evolui�on, �omo y u�ando ourre el

fen�omeno de la onvergenia, si este tiene lugar, si la b�usqueda enuentra

una �unia solui�on o varias de ellas, omo afeta un operador gen�etio a la

manera en que los individuos exploran el espaio de b�usqueda, la forma del

espaio de b�usqueda, o el porentaje de espaio explorado.

En el aso de usuarios poo experimentados en el mundo de la om-

putai�on evolutiva puede ser muho m�as importante este tipo de t�enias, ya

que muhas de las onlusiones a las que puede llegar un usuario avanzado

estudiando estad��stias pueden ser m�as f�ailes de obtener a trav�es de este

tipo proedimientos visuales.

Adem�as de las posibilidades ya menionadas, tambi�en puede ser �util para

satisfaer al simple uriosidad aera de omo funiona un algoritmo evolutivo

y poder ver omo se desplazan los individuos por el espaio de b�usqueda a

medida que las generaiones van pasando.

En el aso de utilizar algoritmos de funionamiento te�oriamente ya ono-

ido, sin la utilizai�on de t�enias de visualizai�on omo la aqu�� propuesta

no ser��amos apaes de orroborarlo visualmente. Adem�as, a la hora de pro-

bar nuevos algoritmos, pueden darnos informai�on �util aera de su fun-

ionamiento, ya que en el ampo de la omputai�on evolutiva es muy dif��il

predeir te�oriamente el efeto de un algoritmo sobre una poblai�on.

A lo largo de la realizai�on de esta tesis se han ido obteniendo diversos

resultados que han quedado reejados en las siguientes publiaiones:

G. Romero; M.G. Arenas; J.G. Castellano; P.A. Castillo; J. Carpio;

132



6.0

J.J. Merelo; A. Prieto; V.M. Rivas. Evolutionary Computation Visu-

alization: Appliation to G-Prop. Pages 902-912 of Proeedings of the

6th Parallel Problem Solving from Nature - PPSN VI. Leture Notes

in Computer Siene, no. 1917. Springer-Verlag. 2000.

P.A. Castillo; J. Carpio; J.J. Merelo; V.M. Rivas; G. Romero; A. Prieto.

Evolving Multilayer Pereptrons. Neural Proesing Letters, 12(2), 115{

127. 2000.

G. Romero; P.A. Castillo; J.J. Merelo; A. Prieto. Using SOM for Neu-

ral Network Visualization. Pages 629-636 of Proeedings of the 6th In-

ternational Conferene on Arti�ial Neural Networks (IWANN'2001).

Leture Notes in Computer Siene, no. 2084. Springer-Verlag. June

2001.

M. Keijzer; J.J. Merelo; G. Romero; M. Shoenauer. Evolving Objets:

a general purpose evolutionary omputation library. Pages 442-451 of

Proeedings of Evolution Arti�ielle - EA'2001. Leture Notes in Com-

puter Siene, no. 2310. Springer-Verlag. 2001.

I. Rojas; J. Gonz�alez; H. Pomares; J.J. Merelo; P.A. Castillo; G. Romero.

Statistial Analysis of the Main Parameters Involved in the Desing of

a Geneti Algorithm. IEEE Transations on Systems, Man and Cyber-

netis, 32(1), 31{37. IEEE Press. 2002.

G. Romero; J.J. Merelo; P.A. Castillo; J.G. Castellano; M.G. Arenas.

Geneti Algorithm Visualization using Self-Organizing Maps. Proeed-

ings of the 7th Parallel Problem Solving from Nature - PPSN VII. Le-

ture Notes in Computer Siene, no. 2439. Springer-Verlag. September

2002.

P.A. Castillo; J.J. Merelo; A. Prieto; I. Rojas; G. Romero. Statistial

Analysis of the parameters of a neuro-geneti algorithm. IEEE Trans-

ations on Neural Networks, 13(6), 1374{1394. IEEE Press. 2002.

133



Conlusiones y trabajo futuro

Los resultados presentados en este trabajo onstituyen un punto de parti-

da para un estudio m�as ompleto tanto del m�etodo de visualizai�on propuesto

omo de las apliaiones para las que es adeuado. Algunas de las lineas de

trabajo futuro son las que se proponen a ontinuai�on:

Ser��a interesante probar otras t�enias de esalado multidimensional,

tales omo el An�alisis de Componentes Curvil��neos o el An�alisis de

Distanias Curvil��neas, pues para iertos tipos de espaios de b�usqueda

altamente no lineales podr��an produir mejores proyeiones, adem�as

de ser omputaionalmente m�as ligeros. El segundo puede ser espeial-

mente interesante en el aso de espaios de b�usqueda que sean mejor

araterizados por distanias de tipo urvil��neas en vez de la l�asia

distania eul��dea.

Disponer de una herramienta que automatizase el proeso de visual-

izai�on y lo apliase de forma interativa y a trav�es de un interfaz

gr�a�o ayudar��a a expandir este m�etodo de visualizai�on entre la o-

munidad ient���a. Atualmente todo el proeso se realiza a base de

peque~nos programas sin interfaz gr�a�o.

Se podr��a rear operadores basados en el SOM para permitir explorar

�areas no visitadas del espaio de b�usqueda.

Otra utilidad del SOM ser��a emplearlo para evitarnos el tener que al-

ular las distanias entre ada par de individuos en las t�enias de

reparto del �tness, lo que podr��a proporionar un notable aumento en

la e�ienia de estas t�enias.

Tambi�en podr��a utilizarse el SOM para la reai�on de estrategias de

iniializai�on de las poblaiones iniiales que emplean los algoritmos

evolutivos, de forma que partiese de poblaiones lo m�as equilibradas

posibles dentro del onjunto del espaio de b�usqueda.
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Ap�endie A

Problemas y funiones de

prueba

A.1. Funi�on marea

Este problema onsiste en busar el m�aximo de la funi�on marea, que

matem�atiamente se de�ne omo:

f(x; y) = 1 +

sin(

p

x

2

+ y

2

)

p

x

2

+ y

2

x; y 2 [�25; 25℄

Como podemos ver en la �gura A.1, esta es una funi�on bidimensional

formada por anillos onseutivos de m�aximos y m��nimos loales sobre el plano

XY uyo valor se va haiendo m�as pr�oximo a 1 a medida que nos alejamos

del �unio m�aximo global en el punto < 0; 0 > que alanza el valor 2.

La forma m�as simple de representar las soluiones de este problema es un

par de n�umeros reales. El valor de la solui�on puede representarse mediante

un �unio n�umero real.

Esta funi�on ha sido utilizada omo funi�on de prueba en varios art��ulos

relaionados on la CE tales omo (Romero et al. , 2000).
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Figura A.1: Funi�on marea: 1 +

sin(
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A.2. El problema de la mohila binaria

En el problema de la mohila binaria un onjunto de n objetos se deben

introduir en una mohila de apaidad C. Cada objeto tiene un peso P

i

y un

bene�io B

i

asoiados, y el problema onsiste en seleionar un subonjunto

de objetos uyo peso total no exeda la apaidad de la mohila y uyo

bene�io sea m�aximo.

Hay una gran variedad de problemas de este tipo, muhos de los uales

son onoidos por ser NP-duros. Para nuestros experimentos hemos esogido

un problema de la mohila binaria desrito en (Mihalewiz, 1996) p�agina. 81,

en su variedad fuertemente orrelaionada, on apaidad media y emplean-

do un algoritmo de penalizai�on lineal para alular el �tness y asegurar la

validez de los resultados. En (Martello et al. , 1997) podemos ver una re-

opilai�on de los m�etodos algor��tmios m�as importantes, y en (Hinterding,

1994) podemos enontrar varias formas de resolui�on mediante algoritmos

evolutivos. A ontinuai�on desribiremos brevemente el este problema:

Dados un onjunto de pesos P , otro de bene�ios B y una apaidad C,
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El problema de la mohila binaria A.2

el problema onsiste en enontrar un vetor binario x 2 Z

n

2

tal que

n

X

i=1

x

i

� P

i

� C

y para el ual la suma de bene�ios

n

X

i=1

x

i

�B

i

sea m�axima.

El onjunto de pesos, P , se ha esogido de forma aleatoria entre 1 y 10 y

el de bene�ios, B, se alula a trav�es de P mediante la f�ormula

B

i

= P

i

+ 5

La funi�on de penalizai�on lineal empleada ha sido:

pen(x) = � �

�

n

X

i=1

x

i

� P

i

� C

�

� = max

i=1::n

fB

i

=P

i

g

En nuestros experimentos utilizamos n = 500, on lo ual el espaio de

b�usqueda es el hiperubo Z

500

2

, una apaidad de mohila de C = 1389 y un

valor de � = 5. El vetor de pesos empleado es: <7, 1, 4, 6, 5, 6, 3, 3, 3, 4, 10,

6, 10, 6, 1, 10, 3, 5, 2, 8, 2, 4, 10, 1, 1, 9, 10, 8, 4, 6, 1, 9, 5, 1, 3, 4, 6, 10, 2, 10, 2,

8, 8, 4, 5, 9, 10, 6, 9, 6, 1, 3, 10, 3, 7, 8, 6, 2, 4, 1, 1, 6, 7, 6, 10, 1, 3, 1, 5, 1, 6, 10,

10, 10, 4, 4, 6, 5, 6, 5, 5, 8, 7, 6, 10, 7, 6, 10, 2, 7, 1, 9, 6, 5, 6, 7, 7, 2, 2, 1, 6, 7, 8,

8, 10, 9, 9, 2, 6, 3, 3, 10, 9, 1, 6, 2, 7, 2, 8, 4, 8, 6, 8, 6, 10, 2, 1, 3, 9, 8, 10, 7, 6, 8,

4, 5, 3, 3, 4, 1, 6, 3, 3, 2, 1, 8, 3, 5, 4, 8, 10, 4, 8, 8, 3, 5, 2, 1, 7, 7, 2, 2, 1, 1, 4, 2,

10, 4, 8, 2, 7, 2, 10, 2, 5, 9, 7, 9, 9, 1, 1, 3, 10, 8, 8, 6, 8, 10, 9, 5, 4, 10, 2, 4, 5, 4,

2, 5, 1, 10, 7, 6, 10, 1, 9, 10, 9, 8, 2, 9, 6, 7, 2, 7, 2, 7, 2, 6, 9, 10, 4, 8, 2, 5, 6, 4, 6,

9, 7, 2, 4, 4, 2, 7, 3, 3, 4, 4, 5, 6, 7, 2, 2, 7, 6, 4, 7, 1, 2, 2, 8, 10, 3, 4, 2, 3, 10, 6,

4, 10, 8, 4, 7, 9, 3, 9, 3, 8, 7, 7, 10, 4, 3, 4, 10, 6, 4, 1, 1, 3, 4, 10, 6, 3, 6, 1, 10, 6,

2, 4, 7, 8, 5, 3, 4, 9, 8, 6, 7, 3, 7, 8, 6, 7, 2, 8, 6, 5, 10, 6, 2, 8, 1, 4, 4, 8, 10, 3, 6,

9, 6, 9, 4, 9, 3, 10, 7, 7, 7, 10, 9, 2, 5, 6, 4, 5, 3, 8, 4, 7, 9, 9, 9, 5, 8, 3, 2, 7, 4, 1,
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3, 1, 9, 10, 4, 10, 3, 3, 5, 5, 1, 7, 5, 6, 3, 5, 2, 9, 10, 7, 6, 7, 6, 8, 6, 9, 10, 7, 6, 9, 4,

4, 9, 1, 5, 9, 1, 9, 9, 6, 3, 2, 7, 4, 5, 4, 9, 6, 4, 5, 9, 6, 3, 5, 6, 7, 7, 2, 1, 2, 1, 10, 7,

10, 3, 4, 9, 7, 9, 9, 1, 5, 2, 4, 4, 1, 10, 6, 2, 9, 5, 8, 10, 3, 8, 6, 3, 4, 9, 9, 2, 2, 7, 5,

2, 10, 3, 7, 8, 10, 7, 1, 4, 6, 5, 10, 2, 10, 8, 10, 3, 6, 3, 4, 6, 3, 7, 4, 5, 3, 8, 8, 1, 5,

6, 8, 5, 6, 7, 5, 3, 8, 1, 8, 7, 1, 7, 3, 7, 7, 7, 9, 1, 9, 3, 8, 3, 3, 4, 10>.

En esta instania del problema, el valor del �optimo global es 3109 y a

pesar de haber

�

55

42

�

�

�

45

2

�

� 1;44 � 10

15

diferentes ombinaiones de objetos en

la mohila que nos permiten onseguirlo no hemos onseguido obtenerlo en

ninguna ejeui�on. El m�aximo valor que hemos obtenido es 3104 (ver �gura

4.9). Esto se debe sin duda a la di�ultad del problema, ante uyo espaio de

b�usqueda de asi 2

500

posibles ombinaiones (salvo restriiones), el n�umero

de �optimos es insigni�ante.

A.3. El problema del viajante de omerio

Este problema onsiste en reorrer un ierto n�umero de iudades sin pasar

dos vees por la misma y volviendo al punto de partida iniial de forma

que la distania reorrida sea la m��nima posible. Para una expliai�on m�as

extensa onsultar (Lawer et al. , 1985). El nombre del problema proviene

del ingl�es \Travelling Salesman Problem" o TSP. Es un problema de opti-

mizai�on ombinatoria que aparee en numerosas apliaiones. Matem�atia-

mente hablando, onsiste en la b�usqueda de un ilo hamiltoniano m��nimo

en un grafo ompleto de n nodos. Se ha demostrado que este problema es

NP-duro (Garey & Johnson, 1979).

Veamos el ejemplo que se muestra en la �gura A.2. Supongamos que

deseamos reorrer 20 iudades repartidas en un plano y que existe un amino

uniendo a ada una de ellas on todas las dem�as. A la izquierda mostramos

las iudades que deseamos reorrer. A la dereha una de las varias soluiones

�optimas que tiene este aso onreto.

Existe varias formas de representar las soluiones de este problema. Pode-

mos ver algunas de ellas en el ap��tulo 10 de (Mihalewiz, 1996). La m�as

intuitiva es la que rea una lista ordenada de prinipio a �n on las iudades
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m m m m m

m m m m m

m m m m m

m m m m m

1 2 3 4 5

6 7 8 9 10

11 12 13 14 15

16 17 18 19 20

m m m m m

m m m m m

m m m m m

m m m m m

1 2 3 4 5

6 7 8 9 10

11 12 13 14 15

16 17 18 19 20

(a) TSP on 20 iudades (b) Posible solui�on

Figura A.2: Ejemplo del problema del viajante de omerio. A la izquierda,

(a), podemos ver el onjunto de 20 iudades que se deben reorrer. A la

dereha, (b), una de las posibles soluiones �optimas para este problema, uya

longitud es 20.

que se deben reorrer. Mediante esta representai�on la solui�on mostrada en

la �gura A.2 se ver��a as��:

(1 2 3 4 5 10 9 14 15 20 19 18 17 16 11 12 13 8 7 6)

La suma de las distanias reorridas entre iudades es el valor de la solu-

i�on que representada, que en este mismo ejemplo es 20.

Existen dos variantes de este problema. La que hemos visto es onoida

omo TSP, de \Travelling Salesman Problem", y en ella los aminos entre

iudades pueden reorrerse en ambas direiones. La otra variante es onoida

omo ATSP, de \Asimetri Travelling Salesman Problem", y se diferenia de

la anterior en que las soluiones no son sim�etrias, es deir, no ha de haber

un amino de igual longitud para ir de una iudad a otra que para volver.

A.4. Funi�on F2 de Sha�er

Este problema onsiste en busar un valor real, x, tal que se minimien

simult�aneamente los valores de las dos siguientes funiones:

f

21

(x) = x

2

f

22

(x) = (x� 2)

2

x 2 [�6; 6℄

Este es un problema l�asio de optimizai�on multiobjetivo propuesto por
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Figura A.3: Funi�on F2 de Sha�er: minimizar simult�aneamente las dos fun-

iones f

21

(x) = x

2

; f

22

(x) = (x� 2)

2

x 2 [�6; 6℄

Sha�er en (Sha�er, 1984). Ha sido utilizado omo ejemplo de prueba en

multitud de trabajos que busan un frente de pareto-�optimos o soluiones no

dominadas. Se die que una solui�on domina a otra si resuelve mejor alguno

de los subobjetivos y en los dem�as es al menos igual de buena. En este aso

onreto de la funi�on F2, un solui�on a dominar��a a otra b si y s�olo si

f

21

(a) < f

21

(b) y f

22

(a) � f

22

(b)

o

f

21

(a) � f

21

(b) y f

22

(a) < f

22

(b)

En la �gura A.4 podemos ver el resultado de la ejeui�on de un algoritmo

evolutivo que busa un frente de pareto-�optimos para este problema. Las

poblaiones iniial y �nal de un misma ejeui�on son dibujadas de dos formas

distintas. En la primera �la se muestra ada individuo sobre una las funiones

f

21

y f

22

. En la segunda se usan esos dos valores de ada individuo omo

oordenadas X e Y para dibujarlos sobre un plano.
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Figura A.4: Genotipo de la funi�on F2 de Sha�er. Dos formas distintas de

ver las poblaiones iniial y �nal de una ejeui�on de un algoritmo evolutivo

que resuelve este problema. En la primera �la se muestra ada individuo

sobre una las funiones f

21

y f

22

. En la segunda se usan esos dos valores

omo oordenadas X e Y para dibujarlos en el plano.
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Indie alfab�etio

AG, v�ease algoritmo gen�etio

algoritmo

de Sammon, 63

evolutivo, 1, 3

gen�etio, 6

k-medias, 64

an�alisis

de omponentes urvil��neos, 67

de omponentes prinipales, 60

de distanias urvil��neas, 69

CCA, v�ease an�alisis de omponentes

urvil��neos

CDA, v�ease an�alisis de distanias

urvil��neas

distania

de Hamming, 59

de Manhattan, 59

eul��dea, 59

EE, v�ease estrategias de evolui�on

esalado multidimensional, 59, 61

estrategias de evolui�on, 7

fenotipo, 48, 51

genotipo, 48, 51

LLE, v�ease loally linear embed-

ding

loally linear embedding, 72

mapa auto-organizativo, 65

MDS, v�ease esalado multidimen-

sional

metri, 61

nonmetri, 62

MLP, v�ease pereptr�on multiapa

niho, 116

optimizai�on

multimodal, 116

multiobjetivo, 116

PE, v�ease programai�on evolutiva

pereptr�on multiapa, 107

PG, v�ease programai�on gen�etia

problema

de la mohila, 136

de la mohila binaria, 136

del viajante de omerio, 138

programai�on evolutiva, 7

programai�on gen�etia, 8, 51

proyei�on, 59

reparto del �tness, 113
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SOM, v�ease mapa auto-organizativo

TSP, v�ease problema del viajante

de omerio

validai�on ruzada, 118
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