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Notacion utilizada

Todas las variables estdn en cursiva. Ademés:
a) Vectores en mintscula y negrita. Eje: w(n), v(n), h(n), etc.
b) Matrices en mayuscula y negrita. Eje: ®(n), K(n), etc.
c) Las componentes de un vector se dan entre corchetes [].

d) La transpuesta se nota por el superindice *.

¢

) La transpuesta conjugada se nota por el superindice .
f) Una norma convenientemente definida se nota por || - ||.

) Todos los vectores son columna.

o2

h) Las referencias a ecuaciones de otros capitulos: (capitulo.n® ec.).

i) La parte real de un nimero complejo se nota por R{-}.

)
j) La parte imaginaria de un nimero complejo se nota por §{-}.
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Introduccion

El objetivo en un problema de tratamiento de senal es procesar
un numero finito de muestras de datos y extraer la informaciéon que
pueda estar ‘escondida’ en la misma. A esa serie de muestras se
le denomina senal y puede venir generada por un sistema fisico o
fenémeno que se desea estudiar. Por ejemplo, el hombre, desde
siempre ha convivido con fendmenos periédicos que ha estudiado
y asi ha podido construir calendarios, predecir mareas, fases de la
luna, etc.

(Quizas la estimacion lineal fue uno de los primeros problemas que
se desarrollaron dentro del campo del procesado de senal. El impul-
so principal lo recibié de los estudios astronémicos del movimiento
de planetas y cometas a partir de datos tomados con el telescopio.
Los comienzos de la teoria de estimaciéon se pueden atribuir a Ga-
lileo Galilei en 1632, el cual intenté6 minimizar varias funciones de
error. Sin embargo, el origen de la teoria de la estimacion lineal se
puede atribuir a Gauss quien, a la edad de 18 anos en 1795, inventé
el método de minimos cuadrados para estudiar el movimiento de
cuerpos celestes [Gau09]. Sin embargo, a comienzos del siglo XIX,
habia considerable controversia acerca del verdadero inventor del
método de minimos cuadrados. La controversia se desaté porque
Gauss no publicé su descubrimiento en 1795. Més bien, fue Legen-
dre, que invent6 independientemente el método, quien lo publicé en
1810 [Leg10].

Sin embargo, el problema que auspicié la invenciéon de una de
las herramientas mas ttiles del procesado de senal, la transforma-
da de Fourier, se estudiaba desde hacia muchos siglos antes. Fue
Pitagoras el que primero establecié empiricamente una relacién entre

xxiii
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la periodicidad de una vibracién sinusoidal pura de notas musicales
producida por una tensién constante y un nimero representativo
de la longitud de las cuerdas. Daniel Bernoulli (1738) resolvié la
ecuacion de onda correspondiente a una cuerda musical vibrante,
encontrando un desarrollo en serie de funciones armonicas. Euler,
en 1755, encontré las expresiones para los coeficientes del desarro-
llo, que se llamaran posteriormente series de Fourier. Mas tarde, el
mismo Fourier, en sus estudios sobre el calor, extendié el desarro-
llo anterior para cualquier funcién incluso con un nimero finito de
discontinuidades. Determinar los coeficientes de Fourier para una
funcion dada se conocié como analisis armonico.

El uso de los coeficientes de Fourier disfruté de gran fama durante
bastantes anos debido a la gran abundancia de fenémenos naturales
que presentan algin tipo de periodicidad y a que estos coeficientes
eran capaces de determinar una funciéon continua a partir de un
conjunto finito de parametros. Sin embargo su utilidad era limitada
en el caso de senales contaminadas por algin tipo de ruido o que
no presentasen una periodicidad manifiesta. Casi en los comienzos
del siglo XX, Schuster introdujo el periodograma para analizar el
espectro de potencia de una serie temporal [Sch98]. El periodograma
se define como el médulo cuadrado de la transformada discreta de
Fourier de la serie temporal, y fue la tinica herramienta numérica
disponible para el andlisis espectral hasta los trabajos de Yule en
1927, estos trabajos consiguieron eliminar en parte las limitaciones
comentadas del andlisis basado en los coeficientes de Fourier.

Yule propuso su nuevo método a raiz de su estudio de periodi-
cidades en series temporales con especial orientaciéon al problema
del nimero de manchas solares de Wolfer [Yul27]. De hecho, Yule
cre6 un modelo estocastico con realimentacién en el cual la muestra
presente de la serie se asumia que consistia en una combinacién li-
neal de muestras pasadas mas un término de error. Este modelo se
conoce como autorregresivo y el método de analisis espectral basado
en tal modelo se conoce como analisis espectral autorregresivo.

Los primeros estudios acerca de la estimacion por minima media
cuadratica de procesos estocasticos fueron llevados a cabo por Kol-
mogorov, Krein y Wiener durante el final de la década de 1930 y
toda la década de 1940 [Kol39, Kre45, Wie49]. En 1947 Levinson
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formula el problema del filtrado Wiener para series discretas, que
toma una forma matricial. Para entradas estacionarias la matriz
(de correlacién ) tiene una forma especial conocida como Toeplitz,
asi llamada en honor al matemético O. Toeplitz. Explotando las
propiedades de una matriz Toeplitz, Levinson derivé un procedi-
miento recursivo muy elegante para resolver el problema [Lev47].
En 1960 Durbin redescubrié el procedimiento recursivo de Levin-
son como una manera de ajustar modelos autorregresivos a series
temporales [Dur60]. Aqui se pone de manifiesto que herramientas
originariamente empleadas en un campo del procesado de senal se
reutilicen en otro, dando lugar a un enriquecimiento mutuo. Este
enriquecimiento sera mayor cuanto mayor sea el nimero de areas
que exploten los algoritmos del procesado de senal. Con la llegada
de los ordenadores y demas componentes electronicos digitales las
aplicaciones de los métodos propios del tratamiento de senales se
han disparado.

Hasta aproximadamente 1970 todo el procesado de senal se lleva-
ba a cabo mediante equipamiento analégico. Las tinicas excepciones,
ya evidentes en 1950, fueron en campos donde las técnicas necesa-
rias eran de una gran complejidad. Este era el caso, por ejemplo,
del anédlisis de datos geofisicos que se grababan en cintas para un
posterior procesado. Este tipo de problemas son uno de los prime-
ros ejemplos en los cuales se emplean computadoras digitales para
el tratamiento de senales. De todas maneras no se podia llevar a
cabo en tiempo real, ya que requeria de minutos o incluso horas el
poder procesar unos pocos segundos de cinta.

También por esa época se fue popularizando la simulacién de sis-
temas de procesado de senal en ordenadores antes de implementarlo
en hardware analdgico. Esto permitia estudiar con detalle el sistema
y ajustar los pardmetros antes de emplear tiempo y recursos en la
construccion del filtro analégico.

De todas maneras, debido a la lentitud de los ordenadores de
aquella época, ninguna tarea se podia llevar a cabo en tiempo real y
los ordenadores se consideraban solo ttiles como simuladores o apro-
ximadores de componentes analdgicos. Pero debido a esto, al exten-
derse el uso de ordenadores, se fueron creando algoritmos pensados
exclusivamente para sistemas digitales, naciendo asi el procesado
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digital de senales, aunque como se ha indicado sélo se considera-
ban ideas interesantes pero impracticas. Aportaciones de este tipo
fueron el cepstrum y el filtrado homomorfico que ya no tenian equi-
valente en sistemas continuos y que dotaban al procesado digital de
identidad propia.

El gran empujén para la reduccién de la carga computacional de
los algoritmos fue la invencién de la transformada rapida de Fourier
en 1965, ya que muchas tareas de procesado de senal requerian la
estimacién del espectro. Esto permitié el desarrollo de algoritmos
digitales con un tiempo de ejecucién que admitia la interacion con
el sistema y muchos de los algoritmos que se habian considerado
como poco practicos empezaron a utilizarse. Dada la superioridad
en algunos aspectos del tratamiento digital de senales con respecto
al empleo de filtros analégicos, se empezaron a construir los primeros
sistemas completamente digitales.

Con el tremendo avance experimentado en la velocidad de calculo
de los procesadores, que permite llevar a cabo tareas de procesado
de senal cada vez mas sofisticadas a un coste cada vez menor, la can-
tidad de campos donde se aplican las técnicas del procesado digital
de senales incluyen a los clasicos del procesado de senal y amplia a
otros nuevos, como pueden ser las comunicaciones digitales.

Ya se ha comentado que una de las herramientas mas utilizadas
en el tratamiento de senales es el analisis espectral. Este andlisis con-
siste en determinar la energia asociada a cada componente armonica
de la que esta compuesta la senal. Normalmente se lleva a cabo me-
diante transformadas discretas de Fourier para series periddicas o
transformadas Z si la serie no es periddica. Sin embargo no se pue-
de proceder de esta manera para un tipo de senales importantisimo,
para las senales aleatorias, que debido a su naturaleza requieren el
uso de algin tipo de promedio al llevar a cabo el analisis. Como se
recordara Schuster ya propuso promediar el periodograma, aunque
existen definiciones alternativas al espectro en funciéon de la secuen-
cia de autocorrelacion, que al ser una funcién determinista permite
un analisis tal y como el descrito en las lineas anteriores.

La secuencia de autocorrelacion da cuenta de la dependencia exis-
tente entre dos instantes temporales de una senal y se calcula como
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el valor esperado del producto de ambos: promediando el valor espe-
rado del producto de ambos para distintas realizaciones. El espectro
de potencia se define como la transformada de Fourier de la secuen-
cia de autocorrelacién. La utilizacién del espectro de potencia y la
funcién de autocorrelacién ha sido la base de lo que se conoce como
andlisis espectral clasico. Un desarrollo detallado de este analisis
espectral cldsico basado en estadistica de segundo orden se puede
encontrar en numerosos libros y articulos como los escritos por S.
L. Marple, M. S. Kay y otros [Kay88|, [Mar87], [Gar88], [Chi78],
[Kes86] y [Hay83].

En la estimacién del espectro de potencia, el proceso bajo consi-
deracién se trata como una superposicién de componentes armdénicos
estadisticamente decorrelacionados. A continuacion se estima la dis-
tribucién de energia entre estas componentes de frecuencia. Como
tal, las relaciones de fase entre componentes de frecuencia se supri-
men [HKGD71]. La informacién contenida en el espectro de poten-
cia estd contenida esencialmente en la secuencia de autocorrelacion;
esto seria suficiente para una descripcion estadistica completa de un
proceso gaussiano de media conocida. Sin embargo, hay situaciones
de interés donde se deberia mirar méas alld del domino de la auto-
correlacién para obtener informacién acerca de la desviacion respec-
to a la gaussianidad y acerca de la presencia de no-linealidades. El
espectro de orden superior definido en términos de la estadistica de
orden superior, consistente en tomar valor esperado del producto de
mas de dos variables aleatorias, contiene esa informacion.

En general, hay tres motivaciones detras del uso de la estadistica
de orden superior [NR87]. Estos son: en primer lugar, suprimir ruido
gaussiano de caracteristicas espectrales desconocidas en problemas
de deteccién, estimacion de parametros y clasificacion; segundo, re-
construir la respuesta en fase y en frecuencia de senales y sistemas; y
tercero, detectar y caracterizar no linealidades en series temporales.

La primera motivacion se basa en la propiedad de que solamente
para procesos gaussianos, todos los cumulantes de orden mayor que
dos son idénticamente nulos. Si una senal no gaussiana se recibe
junto con ruido aditivo gaussiano, una transformacién al dominio
de los cumulantes de alto orden eliminard (en teoria) el ruido. Por
tanto, en estas situaciones de procesado de senal, existiran ciertas
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ventajas para detectar y/o estimar pardmetros de senales a partir
de cumulantes de los datos observados.

La segunda motivacion se basa en el hecho de que los cumulantes
y momentos de alto orden preservan la verdadera fase de las senales.
En el modelado de series temporales en problemas de procesado de
senal, se utiliza casi exclusivamente la estadistica de segundo orden
porque es normalmente el resultado de criterios de optimizacion de
minimos cuadrados. Sin embargo, el dominio de la autocorrelacion
suprime informaciéon de fase. Una reconstruccion adecuada de la
fase en el dominio de la autocorrelacion sélo se puede conseguir si la
senal es de fase minima. Por otro lado, reconstruccion de senales de
fase no minima se puede conseguir en el dominio de la estadistica
de alto orden debido a su capacidad de preservar tanto informacion
de la magnitud como de la fase, sea minima o no.

En tercer lugar, la introducciéon de la estadistica de alto orden
es bastante natural cuando se intenta analizar la no linealidad de
un sistema operando bajo una entrada aleatoria. Se han estudiado
con bastante detalle relaciones generales para datos aletorios, esta-
cionarios y arbitrarios que alimenten sistemas lineales arbitrarios,
durante muchos anos. En principio, la mayoria de las relaciones se
basan en un criterio de ajuste de la autocorrelacién. Por otro lado,
no se dispone de relaciones generales para datos aleatorios, estacio-
narios y arbitrarios que alimenten sistemas no lineales arbitrarios.
En su lugar, se ha investigado como un caso especial cada tipo de no
linealidad. La estadistica de alto orden puede tener un papel fun-
damental en la deteccion y caracterizaciéon del tipo de no linealidad,
presente en un sistema, a partir de su salida.

El procesado de senal, en general, tiene una historia muy rica,
y su importancia es evidente en campos tan diversos como inge-
nierfa biomédica [Bru01], [CL93], actstica, sonar, rddar [BRACO1],
[BRACO02a], [BRAC02b], [RBAC99b], [RBACO00], [RBC99], seismo-
logia, comunicaciones de voz [OMO00], comunicaciones de datos, tec-
nologia nuclear y muchos otros. En muchas aplicaciones, como, por
ejemplo en sistemas para la transmisién y reconocimiento de voz, se
desea extraer algunos parametros caracteristicos. Alternativamen-
te, se puede desear eliminar de la senal interferencias tales como
ruido, o modificar la senal para presentarla en una forma en la cual
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sea mas facilmente interpretada por un experto. Considérese otro
ejemplo, una senal transmitida por un canal de comunicaciones que
sufre perturbaciones por infinidad de mecanismos, como distorsién
debida al canal, la inclusién de ruido de fondo y pérdida de la senal
debido a interferencias destructivas. Uno de los objetivos del recep-
tor es reducir al maximo los efectos de estas alteraciones. En cada
caso se requiere el procesado de la senal.

Los problemas del procesado de senal no estan restringidos, por
supuesto, a senales unidimensionales. Muchas aplicaciones del pro-
cesado de imagenes requieren el empleo de técnicas de procesado de
senal bidimensionales. Este es el caso del andlisis de fotos aéreas
para la deteccion de incendios forestales o danos en los cultivos,
el andlisis de fotos metereoldgicas via satélite y la potenciacion de
las transmisiones de television emitidas por sondas lunares y del
espacio exterior. También utilizan técnicas de procesado de senal
multidimensional el analisis de datos sismicos como se requiere para
explotacién petrolifera, la medida de terremotos y el seguimiento de
test nucleares.

En particular, en el area del procesado de senales mediante es-
tadistica de alto orden, se han publicado en los tltimos 40 anos
imnumerables articulos con aplicaciones en oceanografia, geofisica,
radioastronomia, procesado de imagenes, mecanica de fluidos, series
econdémicas temporales, fisica de plasmas, datos de manchas solares,
etc.

Para llevar a cabo tales aplicaciones se han tenido que desarrollar
técnicas que resolvieran una gran cantidad de problemas. Métodos
para la estimacién del espectro, tanto convencionales como el perio-
dograma de Schuster [Sch98] o més ‘modernos’ como el modelado
paramétrico autorregresivo de Yule [Yul27], junto con infinidad de
otras técnicas desarrolladas al efecto. Formalizacién de los filtros
homomorficos [Opp69] y el cepstrum [BHT63] como caso particu-
lar, junto con un estudio de todas sus posibles aplicaciones a re-
construccién de senales de fase no minima y deconvolucién [TJ99],
entre otras. Técnicas basadas en estadistica de alto orden, no pa-
ramétricas, para la reconstruccién de senales, para recuperar su fase,
su magnitud o ambas [Bri77], [MU84], [Pet90] y [PN91]. Modelado
paramétrico de una senal dada, tanto mediante modelado autorre-
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gresivo AR [Tug87], de media mévil MA [Gia87|, [ZZ94] o autorre-
gresivo de media mévil ARMA [SM92], [ZSL96]; y sus imnumerables
aplicaciones a estimacion espectral, identificacion de sistemas, pre-
diccién, reconstruccion de series, etc. Técnicas para la estimacion
del tiempo de retraso a partir de medidas de dos sensores [ZR91],
determinacién de la direccion en la que se encuentra una fuente, es-
timacion de parametros de exponenciales amortiguadas, deteccién
de senales transitorias [Hin90], ... Deteccién y caracterizacién de no
linealidades en series temporales, como ya se comenté previamente,
mediante el uso de estadistica de alto orden y modelado de Volterra
[Sch80] y [KP88], deteccién de acoplos de fase [RBAC99al, entre
otros.

Toda la teoria desarrollada para resolver los problemas antes
mencionados constituye toda una formulaciéon matematica. Esta
formulacion matematica requiere de una implementacion practica
que luego se aplicard a senales reales. La implementacion practica
es sumamente importante porque puede dotar al método resultante
de caracteristicas que de por si la formulacién matematica no tenia.
Supongase que la estadistica del problema cambia con el tiempo,
por ejemplo porque los coeficientes que definen al sistema lineal no
sean estacionarios. La llegada de un nuevo dato lleva informacion
sobre como va variando dicha estadistica y debe ser aprovechado
para actualizar el conocimiento que hasta ese momento se tenia del
sistema. Se necesita por tanto un método que se vaya adaptando a
los cambios que se van produciendo y que no requiera resolver de
nuevo todo el problema a la luz del nuevo dato; esta tarea la llevan
a cabo los algoritmos adaptativos. La ecuaciéon alrededor de la que
giran el resto de ecuaciones en un algoritmo adaptativo es la de ac-
tualizacién de los parametros incégnita del problema, que tiene la
forma genérica siguiente:

parametros nuevos = parametros antiguos + actualizacion

donde la ‘actualizacion’ es funcion de los nuevos datos recogidos.

Existen dos familias principales de algoritmos adaptativos: los al-
goritmos de minima media cuadrética (Least Mean-Square, LMS),
pertenecientes al tipo de algoritmos de gradiente estocastico y los al-
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goritmos recursivos de minimos cuadrados (Recursive-Least-Squares,
RLS). Los primeros trabajos acerca de los algoritmos adaptativos se
pueden encontrar en los tltimos anos de la década de 1950, duran-
te ese tiempo gran cantidad de investigadores estaban trabajando
independientemente en distintas aplicaciones de filtros adaptativos.
Desde esta fecha, el algoritmo LMS surgié como un método simple
y a la vez efectivo para el funcionamiento de filtros transversales
adaptativos. El algoritmo LMS fue disenado por Widrow y Hoff en
1959 en sus estudios de un esquema de reconocimiento de patrones,
conocido como elemento lineal adaptativo, conocido comunmente
en la literatura como Adaline (Adaptive Linear Element) [WH60],
[Wid70]. ElI LMS es un algoritmo de gradiente estocastico porque
itera cada uno de los coeficientes del filtro transversal, en la direccién
del gradiente del médulo cuadrado de una senal de error con respec-
to a los coeficientes. Como tal, el algoritmo LMS estd intimamente
relacionado con el concepto de aproximacion estocdstica desarrolla-
do por Robbins y Monro (1951) en estadistica para resolver ciertos
problemas de estimacién secuencial de parametros. La principal
diferencia entre ellos es que el algoritmo LMS usa un parametro
del tamano del paso fijo para controlar la correccién (actualizacién)
aplicada a cada coeficiente de una iteracién a otra, mientras que en
métodos de aproximacion estocastica el parametro del tamano del
paso se hace inversamente proporcional al tiempo n o a una potencia
de n.

En 1981, Zames introdujo la norma H* (o criterio minimax) co-
mo un indice robusto de comportamiento para resolver problemas
en estimacion y control, y con él el campo de control robusto tomé
una nueva direccién de investigacién. En este contexto, merece es-
pecialmente mencionar que Hassibi et al. [HSK96] han demostrado
que el LMS es 6ptimo bajo el criterio H*. Asi, por primera vez,
se han presentado pruebas tedricas del comportamiento robusto del
algoritmo LMS.

Volviendo a la familia de algoritmos RLS de algoritmos de filtra-
do adaptativo, el articulo original sobre el algoritmo RLS estandar
parece ser el de Plackett [Pla50], aunque se debe decir que muchos
otros investigadores han derivado y rederivado el algoritmo RLS.
En 1974, Godard usé la teoria de Kalman de filtros para derivar
una variante del RLS, que se conoce a veces en la literatura co-
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mo algoritmo Godard [God74]. Aunque antes de esa fecha, varios
investigadores habian aplicado la teoria de Kalman de filtros para
resolver el problema del filtrado adaptativo, la aproximacion de Go-
dard fue ampliamente aceptada como la aplicaciéon de mayor éxito
de la teoria de Kalman de filtros por un periodo de dos décadas.
Depués, Sayed y Kailath [SK94], véase también [Joh95], publicaron
un articulo en el cual se dibujé por primera vez la relacién exacta
entre el algoritmo RLS y la teoria de Kalman de filtros, estable-
ciendo por tanto las bases de como explotar la amplisima literatura
sobre filtrado Kalman en la resolucién de problemas de filtrado lineal
adaptativo.

El filtrado adaptativo se ha empleado con éxito en una gran canti-
dad de aplicaciones, destacando entre ellas la identificacién de siste-
mas, modelado de las capas de la tierra, deconvolucién, ecualizacién,
ecualizacion ciega, modulacion, estimacion espectral, deteccién de
senales, supresién de ruido, cancelacién de eco, etc. Véase [Hay96]
y referencias alli citadas.

Recapitulando lo expuesto hasta ahora se puede afirmar que si
a la creciente velocidad de los microprocesadores se le une la flexi-
bilidad de los algoritmos adaptativos, el abanico de posibles aplica-
ciones del procesado de senal se abre hasta limites amplisimos y de
gran importancia actual. Piénsese en la necesidad de ecualizacién
que presentan las comunicaciones méviles en nuestros dias. Por ello,
comprender en profundidad cémo funcionan los algoritmos adapta-
tivos de los que se dispone es de una prioridad absoluta, por lo cual
buena parte de esta Memoria analizara algunos algoritmos adapta-
tivos que carecian de andlisis y completara el analisis parcial que
existia de otros.

Esta Memoria comienza en el capitulo 1 repasando algunos con-
ceptos y métodos necesarios para el posterior desarrollo de la mis-
ma. En muchos casos supone una explicitacion cuantitativa de lo
expuesto en esta introduccién: sistemas lineales y senales discretas
que seran analizados mediante la transformada Z, en particular se
tratara sobre la importantisima condicién de fase minima, momentos
y cumulantes de alto orden con sus propiedades mas itiles, técnicas
paramétricas de identificacién de sistemas, bases de los algoritmos
adaptativos LMS y RLS y finalizara con una pequena aplicacién al
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campo de las comunicaciones.

En la parte I se aborda el estudio de la familia de algoritmos RLS.
El algoritmo RLS estdndar ya se ha estudiado ampliamente en la
bibliografia, su andlisis se presenta en el capitulo 2 para familiari-
zarse con ¢l y con las técnicas mas usuales empleadas en su estudio.
La adaptacién del algoritmo RLS al empleo de estadistica de orden
superior se denomina algoritmo recursivo de variable instrumental
(Recursive Instrumental Variable, RIV). Las propiedades de con-
vergencia de este algoritmo fueron estudiadas por Swami [Swa96|
para situaciones estacionarias, como aportacion de esta Memoria se
incluye un andlisis de RIV para situaciones no estacionarias y el
efecto que produce el ruido de estimacion. Tanto el analisis de Swa-
mi como la aportaciéon de esta Memoria se detallan en el capitulo 3
junto con la obtencién del algoritmo. Sin embargo hay situaciones
en las que la formulacion matematica proporciona sistemas con més
ecuaciones que incégnitas, en las cuales ni el algoritmo RLS ni el
RIV pueden operar. Para solventar este problema se derivé el al-
goritmo RIV sobredeterminado, ORIV (Overdetermined Recursive
Instrumental Variable). Este algoritmo se presenta en el capitulo
4 junto con un completo andlisis de su convergencia, siendo dicho
analisis aportacién propia de esta Memoria. Dos consecuencias prin-
cipales se pueden obtener de él: las condiciones bajo las cuales se
produce un seguimiento 6ptimo de la evolucion de los parametros
(tracking capabilities) y la obtencién de una condicién necesaria pa-
ra convergencia (condicién de ortogonalidad) vélida para problemas
sobredeterminados y que incluyan estadistica de alto orden.

Dado que el algoritmo ORIV es el mas completo de los anali-
zados hasta ahora, en el capitulo 5 se aplicara al problema de la
identificacion ciega de sistemas. La identificacion ciega de sistemas,
como parte integrante del procesado de senal, se beneficia de una
gran cantidad de métodos existentes en esta area como puede ser la
estimacion paramétrica del espectro, dicha estimacién paramétrica
se puede adaptar sin problemas para resolver la identificacion de
sistemas. Pero también se puede beneficiar de otros campos como el
de la teoria de control, a través del modelado Kalman, p.e. Ademas,
estd intimamente relacionado con el interesantisimo problema de la
separacion ciega de fuentes, con el que comparte aspectos comunes
[Hay00], [Cru99], [CC99]. En este capitulo la identificacién de sis-
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temas se realizara mediante un modelado paramétrico MA, para lo
cual en primer lugar se rederivardn en el dominio del tiempo, por un
lado la conocida ecuacién de Giannakis-Mendel y por otro se propo-
ne una generalizacion de ella empleando exclusivamente estadistica
de orden superior [ARBCO02b], [ARBCO02a]. Los resultados obteni-
dos mediante el algoritmo ORIV se explican satisfactoriamente a la
luz del andlisis llevado a cabo en el capitulo anterior. Finalmente,
para acabar esta primera parte, en el capitulo 6 se compara minu-
ciosamente el algoritmo RIV con el ORIV, tanto tedricamente como
mediante simulaciones.

Como se aprecia, la familia RLS cubre una gran cantidad de pro-
blemas, tanto sobredeterminados como con estadistica de alto orden.
No ocurre lo mismo para la familia del LMS, donde sélo existen al-
goritmos adaptados al empleo de estadistica de alto orden, como el
LMS generalizado o GLMS, pero no hay ninguno capaz de resolver
sistemas sobredeterminados ya sea con estadistica de segundo orden
o de alto orden. En la parte II se cubren estas deficiencias, con
nuevas contribuciones. En primer lugar, tal y como se procedié en
la parte de la familia RLS, aqui también se presenta en el capitulo
7 el algoritmo LMS junto con un andlisis de su convergencia, por
completitud y por presentar las técnicas e hipétesis mas empleadas
en el estudio de este tipo de algoritmos. El hilo conductor del resto
de esta parte es el Principio de Ortogonalidad Sobredeterminado y
Generalizado deducido en la parte I. De él se obtienen tres algorit-
mos distintos propuestos en esta Memoria. El primero de ellos, el
GLMS, se rederiva dentro de este nuevo formalismo en el capitulo 8
y se analiza mediante teoria y simulaciones en profundidad, analisis
no realizado anteriormente. En el capitulo 9 se analizan los otros dos
algoritmos, los algoritmos Sobredeterminados y Generalizados tipo
LMS, OGLMS (Overdetermined and Generalized LMS) 1 y 3. Se
demuestra que el algoritmo OGLMSI presenta mejores propiedades
en convergencia que OGLMS3 y por tanto se selecciona para reducir
su carga computacional y asi asemejarse al tipico LMS, dando lugar
a un nuevo algoritmo. Este nuevo algoritmo, el algoritmo promedia-
do OGLMS, AOGLMS (Averaged OGLMS) se analiza en el capitulo
10 junto con unas breves simulaciones que confirmen su buen com-
portamiento. Para finalizar esta segunda parte en el capitulo 11 se
presentan nuevas versiones del algoritmo GLMS, con un pequeno
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analisis de su convergencia tanto teérico como experimental.

La ultima parte de esta Memoria se centra exclusivamente en el
problema de la identificacion ciega, dejando a un lado los algoritmos
adaptativos. El principal objetivo es beneficiarse todo lo posible de
los métodos basados en estadistica de segundo orden, que proporcio-
nan estimadores menos ruidosos con menor cantidad de datos que
los estimadores obtenidos con estadistica de alto orden. Asi, en los
capitulos 12 y 13 se obtienen las expresiones explicitas que relacio-
nan los coeficientes de la respuesta impulso de un sistema, lineal, de
orden 1 y 2 respectivamente, con la autocorrelacion de la salida del
mismo. Dado que de esta manera sélo se pueden obtener los siste-
mas que compartan el espectro de potencia, ya que estas técnicas no
llevan informacién sobre la fase, en el capitulo 14 se propone un nue-
vo método que modifica ligeramente las expresiones obtenidas en los
capitulos 12 y 13 de forma que incluya la informacion justa sobre la
fase para que la solucién tenga ademas la fase correcta. Este método
contrasta con los métodos tradicionales, en los cuales se llevaba a ca-
bo un proceso de biisqueda del sistema correcto dentro del conjunto
de sistemas espectralmente equivalentes. Esta bisqueda a veces se
lleva a cabo mediante un ajuste de los cumulantes reales (estimados)
con los cumulantes de los sistemas candidatos. En el capitulo 15 se
compara mediante simulaciones el nuevo método con estos métodos
basados en ajustes por cumulantes (cumulant matching).

Para finalizar se presentan las conclusiones mas relevantes obte-
nidas en la Memoria.



xxxVi INTRODUCCION



Capitulo 1

Fundamentos

Introducciéon

Este primer capitulo estd dedicado a presentar los conceptos y técnicas que
se emplearan en el resto de la Memoria. Su principal objetivo es explicar los
fundamentos de cada una de las partes que constituyen el problema a tratar:
la identificacién ciega y adaptativa de sistemas lineales mediante estadistica de
alto orden. Por este motivo es necesario, en primer lugar, decir qué se en-
tiende por sistemas lineales y enumerar sus propiedades. La caracterizacion de
sistemas lineales cuenta con la transformada Z como una herramienta muy po-
derosa, en particular permite clasificar de forma instantanea a los sistemas como
de fase minima, maxima y mixta, con todas las implicaciones que eso conlleva
para poder definir sistemas estables y causales. Dado que los sistemas estaran
alimentados por procesos aleatorios es imprescindible contar con herramientas
que permitan identificar su estadistica; en este capitulo se presentan tanto los
cldsicos momentos de la distribucion, como los menos clasicos cumulantes, in-
cluyendo sus propiedades y utilidad a la hora de trabajar con sistemas de fase
no minima.

Los modelos paramétricos permiten definir un sistema lineal concreto a partir
de un conjunto finito de parametros. Los modelos paramétricos mas usuales son
los de media moévil MA, los autorregresivos AR y los autorregresivos de media
mévil ARMA. Para cada uno de ellos existen algoritmos capaces de estimar los
pardmetros que definen a los modelos paramétricos a partir de la estadistica
de la entrada y la salida. En el caso de que sélo se tenga acceso a la salida
del sistema se debe llevar a cabo lo que se conoce como identificacién ciega.
Ademas, la forma de resolver un problema concreto se puede implementar de
forma que con la llegada de nueva informacién, una nueva muestra de la salida
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del sistema por ejemplo, se actualicen los estimadores de los pardmetros; esta
tarea la realizan los algoritmos adaptativos.

Un &rea en el que la adaptatividad del algoritmo y la necesidad de llevar a
cabo una identificacién ciega (para una ecualizacién posterior) son ineludibles
es en comunicaciones. Ademds, como se verd, el empleo de cumulantes en esta
tarea reporta imnumerables beneficios.

Este capitulo estd estructurado de la siguiente manera. En el apartado 1.1
se introducen los sistemas lineales y sus propiedades, los cuales se estudian en el
apartado 1.2 mediante la transformada Z. El apartado 1.3 define los momentos
y cumulantes de procesos aleatorios y deriva sus propiedades. En particular los
cumulantes serdn la base para los algoritmos de identificacién de sistemas, que
se presentan en el apartado 1.4, para modelos paramétricos. Los algoritmos
adaptativos se discuten en el apartado 1.5 y como punto final en el apartado 1.6
se describe el problema de la ecualizacién de un canal de comunicaciones como
ejemplo en el que concurren todos los aspectos descritos a lo largo del capitulo.

1.1 Sistemas lineales y senales discretas

En la teoria de los sistemas discreto-temporales se estd interesado en el
procesamiento de senales que vienen representadas por series. Una serie de
nimeros z, en el cual el nimero n-ésimo de la serie se denota por z(n), se
escribe formalmente como

z={z(n)}, —-oco<n<ox

Normalmente a z(n) se le conoce como muestra n-ésima y por simplificar la
notacién se suele hablar de la serie 2(n). Ademdas hay que tener en cuenta que
n es un numero entero, para numeros no enteros la serie no estd definida.

Un ejemplo muy util de serie es el de serie impulso discreta 6(n) o simple-

mente impulso:
5(n) = 0 n#0
1 n=0

su relevancia se vera mas adelante.

La suma y el producto de series se definen muestra a muestra, a saber
z-y={x(n)y(n)}

z+y={z(n) +yn)}
Una secuencia y se dice que es una version retrasada o trasladada de la serie x
si y toma los valores
y(n) = z(n —no)
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donde ng es un entero. Segin estas definiciones, una serie arbitraria se puede
expresar como suma de series impulsos:

o0

z(n)= > z(k)s(n —k)

k=—oc0

Matemdticamente se define un sistema como un operador que relaciona una
serie de entrada x(n) con una serie de salida y(n). Esto se nota por

y(n) = Tlz(n)]

y se suele representar como aparece en la figura 1.1.

—_—» —

Figura 1.1 Representacidn grdfica usual de un sistema

Las clases de sistemas discretos se definen imponiendo restricciones a la
transformacién T[-]. Dada su facil caracterizacién matemética y porque se pue-
den disenar de forma que lleven a cabo tareas de procesado utiles, la clase de
sistemas lineales invariantes bajo traslaciones se va a estudiar en profundidad.

La clase de sistemas lineales se define a partir del principio de superposi-
cién. Si y1(n) e y2(n) son las respuestas cuando x1(n) y x2(n) son las entradas
respectivas, el sistema es lineal si y sélo si

Tlaz1(n) + bxa(n)] = aT[z1(n)] + bT[z2(n)] = ay: (n) + by2(n)

para cualesquiera escalares constantes arbitrarios a y b. Uniendo esta propiedad
a la representacién de una serie como combinaciéon de impulsos retrasados se
puede deducir que un sistema lineal se puede caracterizar completamente por su
respuesta impulso. En particular, sea hi(n) la respuesta del sistema a d(n — k),
una muestra unitaria en el instante n = k. Por tanto,

y(n)=T l Z z(k)o(n — k)]

k=—o00

y por la linealidad de T[]

yin)= > 2()TBn—k)]= Y w(k)h(n) (L.1)
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Por tanto, de acuerdo con (1.1) la respuesta del sistema se puede expresar en
términos de la respuesta del sistema a d(n — k). Si sélo se impone linealidad,
hi(n) dependera de n y k, en tal caso la utilidad computacional de la expresién
(1.1) serd limitada. Se obtiene una expresién mucho mas ttil si se impone la
ligadura adicional de invarianza traslacional.

La clase de sistemas invariantes bajo traslaciones se caracteriza por la pro-
piedad de que si y(n) es la respuesta a z(n), entones y(n — k) es la respuesta
a z(n — k), donde k es un entero negativo o positivo. Cuando el indice n estd
asociado al tiempo, invarianza traslacional se corresponde con invarianza tempo-
ral. La propiedad de invarianza traslacional implica que si h(n) es la respuesta
a d(n), entonces la respuesta a §(n — k) es simplemente h(n — k). Por tanto, la
expresion (1.1) se convierte en

ym) = 3 2(k)h(n— k) (1.2)

k=—00

En definitiva, cualquier sistema lineal invariante temporal estd completamente
caracterizado por su respuesta impulso h(n).

A la ecuacién (1.2) se le llama normalmente suma convolutiva. Si y(n) es
una serie cuyos valores estdn relacionados a los valores de dos secuencias h(n)
y z(n) como indica la ecuacién (1.2), se dice que y(n) es la convolucién de x(n)
con h(n) y se nota por

y(n) = z(n) * h(n) (1.3)

Esta nueva operacién es conmutativa.

1.1.1 Estabilidad y causalidad

Se ha visto que las ligaduras de linealidad e invarianza temporal definen
una clase de sistemas que vienen representados por la suma convolutiva. Las
ligaduras adicionales de estabilidad y causalidad definen una clase de sistemas
lineales invariantes temporales mas restrictiva de importancia practica.

Sistemas estables

Se define un sistema estable como uno para el cual toda entrada acotada
produce una salida acotada. Los sistemas lineales invariante temporales (LTT)

son estables si y sélo si:
o0

S= > |hk)] < oo (1.4)

k=—o0
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Que se puede demostrar como sigue. Si la expresién (1.4) es cierta y = estd
acotada, es decir, |z(n)] < M V n, entonces a partir de la ecuacién (1.2) se
puede poner que

<MY k] < o

k=—00

> h(k)z(n— k)

k=—oc0

ly(n)| =

En consecuencia y estd acotada. La implicacién inversa se prueba mostrando
que si S = oo, entonces se puede encontrar una entrada acotada que generard
una salida no acotada. Una serie de entrada tal tiene valores:

z(n) = {f;;((—:)) h(n) #0
0 hn) =0

donde h*(n) es el complejo conjugado de h(n). Claramente z(n) esta acotada.
El valor de la salida para n =0 es

y(0) = > a(=k)h(k)= Y |i;L((klc))'I =0

k=—00 k=—o00

Y por tanto si S = 00, la serie de salida no estd acotada.

Sistemas causales

Un sistema causal es aquel para el cual la salida para cualquier n = ng
depende sélo en la entrada para n < ng. Un sistema LTI es causal si y sélo si
la respuesta impulso es cero paran < 0.

1.2 La transformada Z

En la teoria de sistemas continuos en el tiempo la transformada de Laplace
se puede considerar como una generalizacion de la transformada de Fourier. De
manera similar es posible generalizar la transformada de Fourier de sistemas
y senales discretas, resultando en lo que se conoce como transformada Z. La
transformada 7 juega un papel importante en el andlisis y representacion de
sistemas discretos LTI.

La transformada Z X (z) de una serie z(n) se define como

X(z)= > z(n)z" (1.5)
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donde z es una variable compleja. También es 1til a veces notar la transformada
z de una serie z(n) como Z[z(n)].

Expresando la variable compleja z en forma, polar como z = re’®, la ecuacién
(1.5) se puede interpretar en términos de la transformada de Fourier. Con z
expresado de esta manera (1.5) se convierte en:

X (re™) = Z z(n)r e ivm (1.6)

n=—oo

Por tanto, de acuerdo con esta expresién la transformada Z se puede interpretar
como la transformada de Fourier de z(n) multiplicada por una serie exponencial.
Para r = 1, es decir, |z| = 1, la transformada Z es igual a la transformada de
Fourier de la serie considerada.

Teniendo en cuenta que la convergencia de la transformada de Fourier exige
que la serie sea absolutamente sumable, segtin la expresion (1.6), la transformada
Z convergera para aquellos valores complejos cuyos médulos r verifiquen que:

oo

Z |z(n)r " < oo (1.7)

n=—oo

Una clase importante de transformadas Z son aquellas para las cuales X (z)
es una funcién racional. Las raices del polinomio del numerador son aquellos
valores de z para los cuales X (z) = 0 y se les llama ceros de X (z). Los valores
de z para los cuales X (z) es infinito se llaman polos de X (z). Los polos de X (z)
para valores finitos de z son las raices del polinomio del denominador. Ademéds
los polos pueden darse en z = 0 y z = co. Para las transformadas Z racionales
hay un buen niimero de relaciones importantes entre la localizacién de los polos
de X (2) y la regién de convergencia de la transformada.

Las propiedades de la serie x(n) determinan la regién de convergencia de
X (z). Para ver cémo se relacionan la regién de convergencia y la serie, es
conveniente considerar algunos casos especiales:

Series de longitud finita

Supdéngase que sélo un nimero finito de valores de la serie no son nulos, de

forma que
n2

X(z2)= > z(n)z" (1.8)

n=ni

donde n; y ny son enteros finitos. La convergencia de esta expresién require
simplemente que |z(n)| < oo para ny < n < ns. Entonces z puede tomar
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cualquier valor excepto z = 0o sin; <0y z=0sins > 0. Por tanto, las series
de longitud finita tienen una regién de convergencia que comprende al menos
0 < |z| < 00, y puede incluir 0o z =0 0 z = occ.

Series no nulas por la derecha

Una serie no nula por la derecha es aquella para la cual z(n) = 0 para
n < ny. La transformada Z de una serie tal es

X(z) = Z x(n)z™" (1.9)

n=ni

La regién de convergencia de esta serie es el exterior de un circulo. Para com-
probar que esto es cierto, supéngase que la serie es absolutamente convergente
para z = z1, de forma que

[ee]

> fe(n)zr"| < o0 (1.10)

n=ni;

Si se considera la serie Y7 |z(n)z; "] < oo, se desprende que si n; > 0,
entonces para |z| > |z1], cada término es mas pequefio que en la serie de la
expresién (1.10), y por tanto

o0
Z |z(n)z7"| < co para |z| > |z|

n=ni

En el caso de que ny < 0, la serie se puede expresar como

Z |z(n)z7"| = _Z |z(n)z7"| + Z |z(n)z~"| (1.11)

La primera serie del miembro de la derecha de (1.11) es finita para cualquier
valor finito de z. La segunda serie por el argumento anterior converge para
|z| > |z1]|. Por tanto si R,_ es el valor més pequeno de |z| para el cual la serie
de la ecuacién (1.9) converge, entonces la serie converge para

R,_ < 7|

con la excepcién de z = oo si n; < 0. Por tanto si la serie es causal, la
transformada Z convergera también para z = co.

Series no nulas por la izquierda

Una serie no nula por la izquierda es una para la cual z(n) = 0 paran > ny.
Cambiando el indice de la sumatoria de n = —m se puede concluir que los
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resultados para series no nulas por la derecha se pueden aplicar a este caso con
n reemplazado por —n y con z reemplazado por z~!. La regién de convergencia
se puede demostrar que es interior a un circulo |z| < R,y excepto z = 0 si
ne > 0. Si la transformada Z de la serie no nula por la izquierda converge para
z = 0, entonces la serie es nula para n < 0.

Series no nulas por izquierda y por la derecha

Las series no nulas por la izquierda y por la derecha se extienden desde
n = —o00 an = +oo. En general se puede escribir

N < (1.12)
= Zx(n)z_n + Z z(n)z™"
n=0

n=-—oo

La primera serie es no nula por la derecha y converge para R,_ < |z|; la segunda
serie es no nula por la izquierda y converge para |z| < Ryy. Si R,— < R4, hay
una regién comin de convergencia de la forma

R,_ <|z| < Ryt (1.13)

Si R;— > R,y no hay regién comin de convergencia, y por tanto la serie (1.12)
no converge.

1.2.1 Propiedades mas ttiles de la transformada Z

A continuacién se enumeran las propiedades de la transformada Z que serdn
de utilidad en el desarrollo del resto de capitulos de esta Memoria.

Region de convergencia de transformadas Z racionales

Como se ha comentado previamente, para una serie con una transformada
Z racional la regién de convergencia no puede contener ningin polo y se puede
comprobar que estd a acotada por polos o por cero o infinito. En general la
region de convergencia es una regién conexa, de forma que dada una distribucién
de polos en el plano complejo son distintas las opciones que hay para elegir la
zona de convergencia y por tanto la serie de la que se originé la transformada
Z racional (serie no nula por la izquierda, por la derecha o por ambos lados).
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Linealidad

Es sencillo comprobar que
Zlaz(n) + by(n)] = aX (z) + bY (2)

y la regién de convergencia es al menos la interseccién de las regiones de con-
vergencia de cada transformada individual.

Traslacién de una serie

Considérese la serie z(n) tal que
Zlz(n)] = X(2), Re— <|z| < Ret
Para una serie cuyos valores sean z(n + ng), se tiene
Zla(n +n0)] = 2 X(2) Roe < |2] < Ray

Las regiones de convergencia de z(n) y x(n + no) son idénticas, con la posible
excepcion de z =0 o0 z = oo.

Convolucién de series

Si w(n) es la convolucién de dos series (n) e y(n), entonces la transformada
Z de w(n) es el producto de las transformadas Z de z(n) e y(n). La regién de
convergencia se construye como la interseccion de las regiones constituyentes.

1.2.2 La funcidén del sistema

Un sistema LTT se puede describir en términos de la transformada Z de la
respuesta impulso. Con z(n), y(n) y h(n) denotando la entrada, salida y la
respuesta impulso respectivamente y X (2), Y (2) y H(z) sus transformadas Z,
se sigue de los apartados anteriores que dado que

y(n) = h(n) *z(n)

entonces
Y(z) = X (2)H(2) (1.14)

Como ocurre con la transformada de Fourier, la relacién entrada-salida para
un sistema LTI se corresponde a la multiplicacién de la transformada Z de la
entrada y de la respuesta impulso.



10 CAPITULO 1. FUNDAMENTOS

La transformada Z de la respuesta impulso se suele llamar funcién del sis-
tema. La funcién del sistema evaluada en el circulo unidad es la respuesta en
frecuencia del sistema.

Ya se ha mostrado que una condicién necesaria y suficiente para que un
sistema sea estable es que su respuesta impulso sea absolutamente sumable. La
region de convergencia de la transformada Z estd definida por aquellos valores de
z para los cuales h(n)z~™ es absolutamente sumable. Por tanto, si la regién de
convergencia de la funcién de un sistema incluye el circulo unidad, el sistema es
estable y viceversa. Lo que es mas, se puede afirmar que para un sistema causal
y estable, la regién de convergencia incluird el circulo unidad y la totalidad del
plano complejo fuera del circulo unidad, incluido z = oco. Cuando el sistema se
puede describir por una ecuacién en diferencias con coeficientes constantes del

tipo
P q
Zaky(n —k)= Z brx(n —r)
k=0 r=0

la funcién del sistema es un funcion racional de la forma

q _
bz
H(z) = Z;sz (1.15)
D k=0 k2T

Como se comprueba ficilmente tomando transformada Z en la ecuacién en di-
ferencias y aplicando las propiedades ya establecidas de la transformada.

La ecuacién (1.15) no indica la regién de convergencia de la funcién del sis-
tema. Para la funcién del sistema de la ecuacién (1.15) existe una variedad
de elecciones para la regién de convergencia consecuentes con los requisitos de
que sean regiones anulares acotadas por, pero no conteniendo a, polos. Para un
cociente dado de polinomios, cada posible eleccién para la regién de convergen-
cia conducird a una respuesta impulso diferente. Si se supone que el sistema,
es estable, entonces se debe elegir la regiéon anular que incluya el circulo uni-
dad. Si se supone que el sistema es causal, entonces se debe elegir la regién
de convergencia que sea exterior a un circulo que pase por el polo de H(z) que
esté mds alejado del origen. Si el sistema es también estable, entonces, por
supuesto, todos los polos deben quedar dentro del circulo unidad y la regién de
convergencia incluird al circulo unidad. Por este motivo es conveniente, cuando
se describen las funciones del sistema en términos de un diagrama ceros y polos
en el plano complejo, dibujar el circulo unidad para que quede claro si los polos
caen dentro o fuera de él.

1.2.3 Condicién de fase minima

La transformada Z de una serie causal se puede recuperar de su parte real o
imaginaria en el circulo unidad. A continuacién se va a analizar qué condiciones
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deben de darse para poder recuperarla a partir de su magnitud o de su fase:
dada la magnitud recuperar la fase o viceversa.

Supdngase que '
H(z) = |H ()]sl

por lo que tomando logaritmo complejo
H(2) = log[H(2)] = log |H(2)| + i arg[H(2)]

Se puede considerar que H(z) es la transformada Z de una serie A(n). Por tanto,
log |H(z)| y arg[H(z)] serdn transformados Hilbert el uno del otro si y sélo si
h(n) es real, causal y estable.

H(z) diverge en los ceros y polos de H(z). Como se desea que H(z) sea la
transformada Z de una serie causal, estable y real, debe tener sus polos dentro
del circulo unidad. Por tanto, H(z) debe tener sus polos y ceros dentro del
circulo unidad.

Supuesto cierto lo anterior (iL(n) real, estable y causal), se puede escribir
que la relacién entre la magnitud y la fase de H(z) es:

log [H(e™)] = A0) - %P/W arg[H ()] cot (0_Tw> df
" (1.16)

arg[H ()] = %P/ log |H (e™)| cot (0—Tw> de

donde P indica valor principal de Cauchy. Téngase en cuenta que sin el co-
nocimiento de h(0), |H (e/¥| viene dado salvo por una constante multiplicativa
por arg[H (e!)]. Esta expresién se verifica dado que log |H (e')| y arg[H (e')]
son una pareja de transformadas Hilbert, condicién que se conoce como de fase
minima.

Para que H(z) verifique la condicién de fase minima, no puede tener ni ceros
ni polos fuera del circulo unidad. Por tanto tiene inversa causal y estable.

Un sistema se dird de fase minima cuando su respuesta en frecuencia sea de
fase minima. De igual modo, una serie se dira de fase minima si su transformada
de Fourier es de fase minima. Es importante recalcar que un sistema puede ser
causal de fase no minima. Sin embargo, todos los sistemas estables de fase
minima son causales. Un sistema estable y causal tiene los polos dentro del
circulo unidad, los ceros donde sea.

Por tanto, dada la magnitud de la funcién del sistema su respuesta en fase
estd perfectamente determinada si el sistema es de fase minima. Como cualquier
reflexién de los ceros con respecto al circulo unidad conserva la respuesta en
frecuencia pero altera la respuesta en fase, si el sistema no es de fase minima se
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tiene un amplio rango de posibilidades de respuesta en frecuencia compatibles.
Para mostrar esto tltimo se procede de la siguiente manera: Cualquier sistema
se puede poner como la cascada de un sistema de fase minima y un sistema
pasa todo H,t(e®), donde por definicién |Hy(e™)| =1V w. Un pasa todo de
primer orden se puede expresar como
27t —a*
o) = 7=

apareciendo los ceros y polos en parejas inversa conjugadas.

Supdngase un sistema de fase no minima con, por ejemplo, un cero fuera del
circulo unidad en z = 1/zy |29] < 1, y con el resto de polos y ceros dentro del
circulo unidad. Entonces H(z) = H;(2)(z7! — 29) con H;(z) de fase minima.
Equivalentemente se puede escribir:

1—zrz71
H(z) =H,(2)(z ' - zo)il — 20271 =
= . (1.17)
L Z — 2o 4 — 20
—H ()1 -2z ) T ()2
)1 = 255 T = Hinla) T

Hpmin(z) se diferencia de H(z) en que tiene el cero reflejado dentro del circulo
unidad 1/z9 — 2§. Este ejemplo se puede generalizar para abarcar sistemas
generales de fase no minima con funciones del sistema racionales. Se puede
concluir, por tanto, que cualquier funcién del sistema H (z) racional, que corres-
ponda a un sistema causal, se puede poner de la forma

H(z) = Hmin(2)Hpt(2)
donde Hpin(2) es de fase minima y H,:(z) es un pasa todo.

Andlogamente, de un sistema de fase minima se puede obtener otro de fase
no minima, reflejando ceros fuera del circulo unidad.

1.3 Momentos y cumulantes

Hasta ahora no se ha dicho nada acerca de la naturaleza de las variables
que forman la serie discreta. Dada la naturaleza de los problemas a tratar
en esta Memoria se supondrd que las variables son aleatorias y por tanto se
hace necesario definir magnitudes que caractericen su estadistica: éstas son sus
momentos y cumulantes.

Dado un conjunto de n variables aleatorias reales {x;, 3, ..., Z,}, sus
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momentos conjuntos de orden r = k; + ks + ... + k,, vienen dados por

Mom[a:1 , a:’f, ey EE[a:]flng...mﬁ"] =

87‘¢(w1’ w2, ..., wn) (118)

=(—i
=) dwh dwk> .. owkr

w1 =was=...=wWn=0

donde ®(wy, wa, ...,w,) = Elexp(i(wiz1 + wazs + ... + wpay))] es su funcién
caracteristica conjunta. E[-] denota el operador valor esperado. Por ejemplo,
para dos variables aleatorias {z1, z2} se tienen los momentos de orden dos:
Mom[z1, z2] = E[z122], Mom[z?] = E[z?] y Mom[z3] = E[23].

Otra forma de la funcién caracteristica conjunta se define como el logaritmo
natural de ® (w1, ws, ..., wy), es decir,

U(wy, wa, ..., wy) = In(®(wy, wa, ..., wy)) (1.19)

Los cumulantes conjuntos, también llamados semi-invariantes, de orden r, Cum
[:L‘]fl, :L'];?, vy xFn] del mismo conjunto de variables aleatorias, se definen
como los coeficientes de la expansién en serie de Taylor de la segunda funcién

caracteristica alrededor del cero,

87” (w1 wa, ..., W )
Cum[zFt, 2% . 2k = (=i bt Ml
[ 1> 2 9 n ] ( ) 6w116w ] 8w£§"

(1.20)

w1 =ws=...=w, =0

Por tanto, los cumulantes conjuntos se pueden expresar en términos de momen-
tos conjuntos de un conjunto de variables aleatorias. Por ejemplo, los momentos

m; = Mom[z;] = E[z] ms = Mom[z;, z;] = E[2?]
1

ms Mom[zy, 21, 1] =E[2}] my = Mom[zy, 21, 21, 71] = E[2]]

de la variable aleatoria {z;} estdn relacionados con sus cumulantes por

=Cum|z;] =

[
¢ =Cum[z, z1]=m m?2

2 [ 1] 2o , (1.21)

m[x 1, T1, 1] = m3 — 3maomy + 2mj

[

cs =Cum|zy, x1, x1, 1] = mg — dmzm, — 3m2 + 12m2m1 — 6m1

Para variables de media nula co = mo, c3 =mg3 y c4 = my — 3m§.
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Relaciéon entre momentos y cumulantes

La relacién general entre los momentos de {z, 3, ..., £} y los cumulantes
conjuntos Cum[z;, 3, ..., £,] de orden r = n estd dada por

Cum(zy, 23, ooy zn] = 3 (1P (p— DIE[[] @EI[] z:- B[] ] (1.22)

i€s1 1€ES2 €5y

donde los productorios se extienden sobre todas las particiones (s1, S2, ..., Sp),
p=1, 2, ..., n del conjunto de enteros (1, 2, ..., n). Por ejemplo, el conjunto
de enteros (1, 2, 3) se puede particionar en

p=1 s ={1, 2, 3}
p=2 s1={1} ss ={2, 3}
S1 = {2} S9 = {1, 3}
S1 = {3} So = {]., 2}
p=3 s1={1} sy = {2} s3 = {3}

y por tanto (1.22) se convierte en

Cum[z1, 2, 3] =E[z12225] — E[21]E[z223] — E[22]E[z123]—

— E[z3]E[2122] + 2E[21]E[22]E[23] (1.23)

Claramente la expresién (1.23) es idéntica a ¢3 de (1.21) para 1 = x5 = z3. Por
otro lado, para un conjunto de 4 variables aleatorias de media nula, procediendo
de igual manera, se obtiene:

Cum[zy, z2, z3, 4] =E[z1222324] — E[z120]E[1324]—

— E[zy23)E[zo24] — E[z124])E[2223] (1.24)

La relacién (1.22) implica que en el cdlculo de cumulantes conjuntos de orden r
se requiere el conocimiento de todos los momentos hasta orden r.

1.3.1 Propiedades de momentos y cumulantes
Las propiedades de momentos y cumulantes se pueden resumir como sigue:

1. Momlaix1, a2x2, ..., ap&p]= ai...apMom|zy, ..., z,] y Cum [a121, asxa,
ey QpTy | = ay ... a, Cum [z1, .., z,] donde (a1, as, ..., a,) son
constantes. Esto se obtiene directamente de (1.18) y (1.22)

2. Los momentos y cumulantes son funciones simétricas de sus argumentos,
por ejemplo, Cumlzy, z2, x3] = Cum[zs, z1, z3] = Cumzs, x2, x1]y
as{ sucesivamente.
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3. Si las variables aletorias {z;, 2, ..., £, } se pueden dividir en dos o mas
grupos que son estadisticamente independientes, su cumulante n-ésimo es
idénticamente cero, es decir, Cum[zy, =3, ..., ,] = 0 mientras que en
general Mom[zy, 2, ..., x,] # 0. Por ejemplo, si los grupos independien-
tes son {x1, 2, ..., Tp} ¥ {@pt1, Tpt2, ..., Tn}, su funcidn caracteristica
conjunta es ®(wy, wa, ..., wy) = ®(wy, ..., wp)P(Wpy1, ..., wy). Porotro
lado, su segunda funcién caracteristica conjunta es U (wy, ws, ..., wy) =
\i’(wl, ey Wp) + \if(pr, ..., wy). La prueba de esta propiedad se puede
continuar ficilmente si se sustituye ¥ (wy, ws, ..., wn) y B(wy, wa, .., wy)
en (1.20) y (1.18) respectivamente.

4. Si los conjuntos de variables aleatorias {z1, 2, ..., o}y {¥1, Y2, -, Un}

son independientes, entonces, Cum|zy + y1, Z2 + Y2, ..., Zn + yn] = Cum
[€1, Z2, ..., Tp]+ Cumlyy, Y2, -..,yn] donde en general esto mismo no se
cumple para los momentos.
Sin embargo, para el conjunto de variables aleatorias {y:, =1, ..., Tn}
se tiene que Cum|z; + y1, %2, ...,z,] = Cum[zy, z2, ...,x,]+ Cum
[y1, 2, - Tp] y Mom[zy + y1, 22, ..,x,] = Mom[zy, @2, ..., zp]+
Moml[yy, 22, ...,Zy].

5. Si el conjunto de variables aletorias es conjuntamente gaussiano, entonces
toda la informacién sobre su distribucién esta contenida en los momentos
de orden menor que dos. Por tanto, todos los momentos de orden mayor
que dos no tienen informacién nueva que suministrar. Esto conduce al
hecho de que todos los cumulantes conjuntos de orden mayor que dos son
identicamente nulos para vectores aleatorios gaussianos. En cierto sentido,
los cumulantes de orden mayor que dos miden la no gaussianidad de una
serie temporal.

Momentos y cumulantes de procesos estacionarios

Si {z(k)} con k =0, £1, £2, ... es un proceso real aleatorio y estacionario
y sus momentos hasta orden n existen, entonces

Mom[z(k), z(k + 1), ..., x(k + 7h—1)] = Elz(k)z(k + 11)...2(k + Th—1)]

sélo dependera de las diferencias temporales 71, 7, ..., T,_1 donde 7; es entero
Y i. Por tanto, los momentos de un proceso aleatorio estacionario se escriben
como:

mfz(ﬁ, Ty veny Tnfl) = E[f(k)l‘(k + Tl)l‘(k + Tnfl)] (125)

De manera similar, los cuamulantes de orden n-ésimo de {z(k)} son funciones de
dimensién n — 1 que se escriben en la forma:

et (1, T2y woy Tno1) = Cum[z(k), z(k+71), ..., x(k+ Th-1)] (1.26)
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Combinando las expresiones (1.22), (1.25) y (1.26) se obtienen las siguientes
relaciones entre las secuencias de momentos y cumulantes de {z(k)}, en parti-
cular para variables de media nula. Los cumulantes de orden 2 y 3 son idénticos
a los momentos de orden 2 y 3 respectivamente. Sin embargo, para generar el
cumulante de cuarto orden, se necesitan conocer los momentos de orden 4 y 2,
en particular:

(13 —72)—

(r3)m5(m2 — 71)

CZ(Tl, T2, 7'3) :mff(ﬁ, T2, T3) —mg(ﬁ)m

w3 (r)mi(rs — ) —m (1.27)

T
2
T
2

Varianza, factor de asimetria y curtosis

Los siguientes cumulantes (supuestas variables de media nula) poseen nom-
bres especiales

7% =E[z?(k)] = c%(0) varianza
v& =E[2*(k)] = ¢5(0,0) factor de asimetria (1.28)
¢ =E[z* (k)] — 3[/%]* = ¢£(0,0,0) curtosis

La curtosis normalizada se define como ¥ /[v5]?.

Procesos de ruido blanco no gaussianos

Si {w(k)} es un proceso estacionario no gaussiano con E[z(k)] = 0 y con una
secuencia de cumulantes de orden n dada por

¥ (m1, T2y oy Tn—1) =Cum[w(k), wk + 1), ..., w(k + Th-1)] = (1.20)
:71?6(7—17 T2, "'7Tn—1) )

donde ¥ es una constante y 6(7y, T2, ..., Tn—1) €s la funcién delta de Kronecker
de dimensién n — 1, entonces se dice que {w(k)} es blanco de orden n.

Procesos complejos

Si un proceso dado {x(k)} es complejo, su secuencia de cumulantes de orden
n tiene mas de una definicién dependiendo dénde se coloca el operador conjugado
“* Por ejemplo, la secuencia de cumulantes de tercer orden se puede definir
como:

V(r, ) =Cum[z(k), z(k+ 1), z(k + )]
i (r1, 1) =Cum(z(k), z*(k+7), z(k + )] (1.30)
& (r1, m) =Cumlz(k), z*(k + 1), «*(k + )]
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etc. En general hay 2™ definiciones diferentes de cumulantes complejos.

Cumulantes de la salida de sistemas LTI

Supéngase que un sistema LTT con respuesta impulso {h(k)} k = —Lo, ..., Ly
estd excitado por una serie compuesta por variables aleatorias independientes
e idénticamente distribuidas (i.i.d) {z(k)} ¢ = 1, 2, .... Entonces se verifica la
siguiente relacién entre los cumulantes de la salida del sistema {y(k)} y la serie
i.i.d de entrada:

Ly
(T, ooy Tne1) =Yn Z h(kYh(k + 71)...h(k + T—1)
k=—Lo

Esta expresién se obtiene facilmente empleando la propiedad de linealidad de
los cumulantes y constituye una generalizacién para la conocida relacién para
la estadistica de segundo orden.

1.3.2 Sistemas LTI de fase no minima

Lo que hace a los momentos y cumulantes de orden mayor que 2 titiles en
la identificacién de sistemas de fase no minima es su habilidad para conservar
informacién sobre la fase (excepto, claro estd, por el término de fase lineal). Esta
propiedad se muestra mediante un ejemplo sencillo. Considérese un sistema de
respuesta impulso finita (FIR) de segundo orden, excitado por ruido blanco no
gaussiano de media nula {w(k)}. Dependiendo de la localizacién de los ceros
del sistema respecto al circulo unidad, pueden ocurrir los siguientes casos:

Sistema de fase minima

En este caso la salida del sistema viene dada por
y1 (k) = w(k) — (a + b)w(k — 1) + abw(k — 2)
y por tanto la funcién del sistema es
Hi(z)=(1—-az""(1—-bz"")

donde a y b son constantes con 0 < a <1y 0 < b < 1. Este es el caso en el que
ambos ceros caen dentro del circulo unidad.
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Sistemas de fase maxima

Ahora se tiene que
y2(k) = w(k) — (a + b)w(k + 1) + abw(k + 2)
con su funcién del sistema correspondiente
Hy(z) = (1 —az)(1 —b2)

Ambos ceros se encuentran fuera del circulo unidad en 1/a y 1/b.

Sistemas de fase no minima o fase mixta

ys(k) = —aw(k + 1) + (1 + ab)w(k) — bw(k — 1)
Hs(z) = (1 —az)(1—bz"1)
donde uno de los ceros cae dentro del circulo unidad b y el otro fuera 1/a.

Las tres series de salida {y1(k)}, {y=2(k)} v {ys(k)} tienen idéntica secuencia
de autocorrelacién dadas por

c4(0) =14 a®b® + (a + b)?
Zgg; » (a+b)(1 + ab) s
¢y (1) =0 para 7 > 2

lo que implica que tienen idéntico espectro de potencia:
CY(w) = Y () = ' |[Hi(2)]” = 73| Ha (2)]* = 73| Ha(2)[?

para z = expiw. Los sistemas Hi(z), H2(z) y H3(z) son por tanto espectral-
mente equivalentes.

Este es un resultado esperado porque el médulo cuadrado de la funcién de
transferencia de un sistema LTI no diferencia entre un cero zg de su reciproco
conjugado 1/z§. Por otro lado, las series de salida {y1(k)}, {y=(k)} e {ys(k)}
tienen diferentes cumulantes de orden n-ésimo. Las tablas 1.3 y 1.4 muestran
los cumulantes de tercer orden de cada una de las series de salida.

Fase minima Fase mixima
H(z) (1—az"h(1—-bz"T) (1 —az)(1-b2)
c3(0,0) | 1—(a+b)%+ (ab)? ah’ — (a+b)> +1
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c3(1,1) | (a+b)? — (a+b)a’bh? ab(a +b)? — (a +b)
c5(2,2) a’b? ab

c3(1,0) | —(a+0b)+ (a+b)%ab | —a®*b*(a +b) + (a + b)?
c5(2,0) ab a’bh?

c5(2,1) —(a + b)ab —ab(a + b)

Tabla 1.3 Cumulantes de tercer orden de sistemas espectralmente
equivalentes. 1% parte.

Fase no minima I Fase no minima II

H(z) (1 —az)(1 —bz7") (1 —az7h(1 - b2)
c5(0,0) —a® + (1 +ab)® —0° -3+ (1 +ab)® — a?
cJ(1,1) | —a(l +ab)*> + (14 ab)b® | —b(1 + ab)® + (1 + ab)a®
c3(2,2) —ab? —ba?
c5(1,0) | a®(1 +ab) — (1 + ab)?b b2(1 + ab) — (1 + ab)a
c5(2,0) a’(—b) —b%a
c5(2,1) a(l + ab)b ab(1 + ab)

Tabla 1.4 Cumulantes de tercer orden de sistemas espectralmente
equivalentes. 2% parte.

1.4 Identificacion de sistemas

Identificar un sistema es determinar las propiedades del mismo que sean de
interés para el problema concreto a tratar, ya sea la respuesta en fase, en frecuen-
cia, etc. Existen imnumerables métodos para llevar a cabo este cometido, tales
como los métodos clasicos de estimacién del espectro, métodos paramétricos
con estadistica de segundo orden, métodos paramétricos con estadistica de alto
orden, etc. En esta Memoria se van a emplear profusamente los métodos pa-
ramétricos con estadistica de alto orden, por tanto se introducen a continuacién.

1.4.1 Modelos paramétricos

Una de las técnicas mds empleadas en la identificacién de sistemas ha sido
la construccién de un modelo LTI excitado mediante ruido blanco, a partir
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de una realizacién de una senal aleatoria. Si el ruido de excitacion se supone
gaussiano, un sistema de fase no minima se identificara como fase minima cuando
la entrada es inaccesible. Por tanto, la principal motivacién detras del hecho
de usar modelos paramétricos excitados por ruido blanco no gaussiano para
la identificacién de sistemas es recuperar tanto la respuesta en fase como la
respuesta en frecuencia del sistema.

Considérese el proceso ARMA {z(k)} real y estable definido por

q

a(i)e(k —i) =Y b(jw(k — j) (1.32)

p
i=0 =0

donde {w(k)} son variables aletoriasi.i.d, independientes de {z(m)} param < k,
con media cero y

Cum[w(k), w(k +71), .., w(k 4+ The1)] = V20(T1, ooy Tn—1) (1.33)

es decir, {w(k)} es blanco de orden n. Nétese que tanto {w(k)} como {z(k)}
son no gaussianos.

Para problemas clésicos de identificaciéon de sistemas, se usa casi exclusiva-
mente la estimacién por minimos cuadrados porque dan estimadores de maxima,
verosimilitud de los pardmetros de sistemas excitados por ruido blanco gaussia-
no y porque las ecuaciones que se obtienen estdn en forma lineal conteniendo
valores de la secuencia de autocorrelacion. Sin embargo, los métodos de minimos
cuadrados no pueden identificar correctamente un sistema de fase no minima a,
partir de su salida exclusivamente ya que se basan en medidas de la autocorre-
lacién.

La identificabilidad de la respuesta en frecuencia y en fase de un sistema a
partir de medidas de la salida solamente (identificacién ciega), pedendiendo de
si {w(k)} es gaussiano o no, se determina como sigue:

1. Si{w(k)} es gaussiano y el sistema es de fase minima, los métodos basados
en la autocorrelacién pueden determinar tanto la respuesta en fase como
en frecuencia.

2. Si {w(k)} es gaussiano y el sistema es de fase no minima, ningiin método
puede identificar correctamente la respuesta en fase.

3. Si {w(k)} es no gaussiano y el sistema es de fase no minima, los métodos
basados en la autocorrelacién sélo pueden determinar correctamente la
respuesta en frecuencia.

4. Si {w(k)} es no gaussiano y el sistema es de fase no minima, los métodos
basados en estadistica de alto orden pueden determinar tanto la respuesta
en fase como en frecuencia, sin un conocimiento de la verdadera distribu-
cién de {w(k)}.
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En el resto de este apartado se presentaran algunas técnicas de identificacién de
modelos paramétricos con estadistica de alto orden, por lo que se supone que el
sistema es de fase no minima, aunque como se verd la estadistica de alto orden
también se puede utilizar por otros motivos (p.e. eliminacién de ruido aditivo
gaussiano).

1.4.2 Modelos de media mdévil MA

La ecuacién que define un proceso {z(k)} de media mévil de orden ¢ MA(q)
se puede obtener de (1.32) fijando p = 0, esto es

z(k) = Zb(i)w(k — i) (1.34)

El problema de identificacién en las condiciones establecidas necesita que los
parametros se estimen a partir de cumulantes de tercer orden o superiores. Por
conveniencia se fija b(0) = 1. Algunas técnicas para estimar los coeficientes de
un modelo MA son las siguientes.

Soluciones como expresiones cerradas

Considérese el modelo
y(k) = z(k) + n(k) (1.35)

donde z(k) viene dado por (1.34) y n(k) es ruido gaussiano blanco, indepen-
diente de w(k). Bajo la hipétesis de que w(k) es ruido blanco de tercer orden,
los cumulantes de tercer orden de y(k) se pueden escribir como

o0

c§(r, p) =Y b(E)b(i +1)b(i + p) (1.36)

=0

Evaluando (1.36) para 7 = ¢ y p = k se obtiene

c3(q, k) = v3'b(k)b(q) (1.37)
Y para k =0, (1.37) se convierte en
c4(a,0) = 73'b(q) (1.38)

Combinando (1.37) y (1.38) y suponiendo que 7% # 0 (es decir, que w(k) no
estd distribuida simétricamente), se obtiene
50, k)

b(k) = "0 0) (1.39)

o

)
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La ecuacién (1.39) relaciona la respuesta impulso del modelo MA con los cu-
mulantes de tercer orden de la salida del sistema. Se conoce como la férmula
¢(q, k) y fue introducida por primera vez por Giannakis [Gia87]. La férmula
¢(q, k) proporciona una solucién cerrada para el problema de la estimacién de
los pardmetros MA, sin embargo, requiere conocimiento exacto del orden del
modelo MA y dado que sélo usa dos cumulantes para la estimacién de b(k)
no suaviza ni elimina los efectos del ruido aditivo en los estimadores de los
cumulantes.

Métodos de optimizacion

Considérese la rebanada diagonal de los cumulantes de tercer orden del pro-
ceso y(k) descrito en (1.35),

q
ci(r, 7) =7§”Zb(i)b2(i+7), T=—q ., 0, .y q (1.40)
i=0

Lii y Rosenblatt [LR82] sugirieron dos métodos para la estimacién de los coefi-
cientes MA basados en (1.40): una aproximacién no lineal por minimos cuadra-
dos y una aproximacién por programacién lineal. Ambos métodos estiman los
cumulantes de tercer orden é4(7, 7) y después prosiguen de la siguiente manera:

Aproximacion no lineal por minimos cuadrados Este método estima los
pardmetros b(i) minimizando la funcién coste

q q

S & 7 - S bR+ ) (1.41)

T=—q =0

con respecto a las ¢+ 1 incégnitas b(i), i =1, ..., ¢ y v& donde b(0) = 1. A este
método también se le denomina ajuste por cumulantes o cumulant matching.

Aproximacion de programacion lineal En esta aproximacién se emplea
primero un método basado en la secuencia de autocorrelaciéon para estimar los
coeficientes MA que reflejan adecuadamente la estructura de segundo orden de
los datos, sea {b®)(k)}. La funcién de transferencia resultante para el modelo
serd

q
B(z)=> b (k)z" (1.42)
k=0
con raices rj, j = l...q tales que |r;| < 1 (fase minima).

Un estimador adecuado de la distribucién de las raices se puede obtener
tomando el reciproco conjugado de un nimero apropiado de r;s. El método
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de programacién lineal busca encontrar el conjunto de raices y por tanto los
coeficientes {b(k)} que minimiza (1.41).

Los métodos que parten del sistema equivalente de fase minima suelen recibir
el calificativo de métodos SEMP (Spectrally Equivalent Minimum Phase) y
una representacion de ellos se analizara con detalle en la tltima parte de esta
Memoria.

El método de Giannakis-Mendel GM

En 1989 Giannakis y Mendel [GM89] presentaron un método novedoso ba-
sado en estadistica de segundo y tercer orden para la identificaciéon de sistemas
MA. Su método es conocido como el algoritmo GM.

Considérese el modelo (1.35), donde w(k) esi.i.d, de media cero, no gaussiano
y n(k) es de media cero i.i.d con funcién densidad de probabilidad simétrica
e independiente de z(k). Se puede demostrar (véase el apartado 5.2) que se
cumple:

q q
g(r)+ Y B(i)cE(r—i) =€ |ck(r, T)+ Y _b(i)c§ (T —i, T —i) (1.43)
i=1 =1
donde € = v¥/4¥. Haciendo variar 7 = —q, ..., 0, ..., ¢ las ecuaciones que

resultan de (1.43) se pueden escribir en forma matricial como
RO=r (1.44)

donde 0 = [eb(1), ..., eb(q), b3(1), ..., b*(q)]! y el resto se definen sin problema
a partir de ésta.

La solucién por minimos cuadrados del sistema de ecuaciones sobredetermi-
nado es
Orc = (R'R)"'R'r

Una forma adaptativa de resolverla, propuesta por Friedlander y Porat [FP89]
se analiza en profundidad en la primera parte de esta Memoria.

1.4.3 Modelos autorregresivos AR

Se han propuesto varios métodos para la determinacién de los coeficientes
del modelo AR

a(i)x(k —1) = w(k) (1.45)
i=0
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donde {w(k)} es de media nula, no gaussiano con vy’ # 0y v% # 0. Si el modelo
AR es causal y estable (lo mas normal) y por tanto de fase minima, entonces
cualquier método basado en estadistica de segundo orden se puede emplear para
calcular los coeficientes AR. La aplicacién de estadistica de alto orden se hace
imprescindible para modelos AR no causales, que no se van a tratar en esta
Memoria.

Sin embargo, el empleo de cumulantes para la identificacién de sistemas AR
en presencia de ruido aditivo gaussiano puede mejorar los estimadores de las
técnicas que contengan estadistica de segundo orden. Es por ello por lo que se
emplearan en esta Memoria.

Método de la recursiéon de tercer orden TOR

Supéngase el modelo AR de orden p de la ecuacién (1.45), donde como antes
w(k) estd compuesto de variables i.i.d, no gaussianas, con media nula, varianza
o2 y curtosis 73 no nula. Ademds z(k) es independiente de w(l) para k < I.
Dado que w(k) es estacionaria de tercer orden, (k) también lo serd asumiendo
que el AR sea estable. Para el modelo de (1.45) se puede comprobar que

P
=k, =)+ > a(i)cg (i — k,i—1) =73 0(k,1) k,1>0 (1.46)
i=1
propuesto por Raghuveer y Nikias [RN85], donde §(k,[) es la funcién impulso
bidimensional. Partiendo de (1.46), a la que se le llamard ecuacién de recursién
de tercer orden (Third order recursion TOR), se sigue que los 2p + 1 valores de
c%(k,1) alo largo de la diagonal k = [ satisfacen la ecuacién matricial

Ra=r

donde a = [1,a(1),...,a(p)]t, b = [v2,0,...,0]! y la definicién de la matriz R esté
clara a partir de estas dos.

Ecuaciones de este tipo se pueden generalizar a cualquier orden de cumulan-
tes, tal y como se lleva a cabo en el apartado 8.10.

Otros métodos

Algunos métodos especificos para la identificacién de modelos AR no causales
son los siguientes:

El método de Huzii [Huz81] Este método se apoya en el sistema de fase
minima, equivalente, calculado a partir de la estadistica de segundo orden. A
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partir de él y llevando a cabo reflexiones en los ceros, construye sistemas candi-
datos. Entre los candidatos se elige como sistema verdadero aquel cuyo inverso
(un MA) dé la salida més blanca al filtrar los datos z(k). La blancura de la
senal se comprueba mediante estadistica de alto orden.

Soluciones basadas en cumulantes Fueron propuestas por Tugnait [Tug87],
es una particularizacién del método de ajuste por cumulantes a los modelos AR
no causales. En primer lugar se calcula el AR de fase minima equivalente. Los
distintos modelos obtenidos mediante reflexién de los ceros se someten a un
criterio de error consistente en comparar el cumulante estimado experimental-
mente con el teérico obtenido a partir de los coeficientes AR candidatos. El
candidato que minimice la funcién coste es elegido como sistema verdadero.

Otros métodos con cumulantes se encuentran en [BRACO00).

1.4.4 Métodos para modelos ARMA

Este tipo de modelos no se van a emplear en esta Memoria por lo que en este
capitulo sélo se mencionaran algunos métodos empleados en su identificacién.

Estimacioén de los coeficientes ARMA a partir de la funcién del siste-
ma

Dado un conjunto de datos {z(k)} primero se estima su espectro de potencia.
A continuacién se calcula la respuesta en fase a partir de cualquiera de los
métodos convencionales no paramétricos existentes. En tercer lugar, la respuesta
impulso ARMA(p, ¢) se genera como una transformada inversa de la funcién
de transferencia usando una transformada inversa de Fourier. Finalmente los
parametros del modelo se obtienen de la funcién de transferencia empleando
unos aproximantes racionales de Padé [Lii82].

Series temporales residuales

Giannakis y Mendel [GM89] desarrollaron un método que estima los para-
metros ARMA usando la autocorrelacién y cumulantes de tercer o cuarto orden.
La idea basica de su método es estimar los coeficientes AR primero y después
formar una serie residual MA a partir de la cual los pardmetros MA se pueden
obtener por cualquiera de los métodos descritos anteriormente.



26 CAPITULO 1. FUNDAMENTOS

El algoritmo c(q, k) doble

Definiendo las cantidades

14

as(i, ) = 3 a(k)a(k +i)alk + )
k=0

bairg) = S b(R)B(k + i)b(k + )
k=0

Giannakis y Mendel mostraron que se verifica

S i as(is ) = {0 (m,n) gggqi (1.47)

i:—pj:—p "}/2)63(771,71) (m,n) 6 q

donde S(gq) = {0 < m < ¢,n < m} es la regién no redundante de soporte
de b3(m,n). Usando los cumulantes de orden 3 de z(k) y la aproximacién
de minimos cuadrados [GS90], los az(m,n) se pueden determinar de (1.47)a.
Entonces, usando los calculados az(m,n) y los cumulantes de tercer orden de
x(k) se obtienen los bs(m,n) mediante (1.47)b.

Algoritmo de la rebanada ()

Es un algoritmo propuesto por Swami y Mendel [SM90] que se puede con-
siderar como la generalizacién a modelos ARMA del método ¢(gq, k) para la
identificacién de modelos MA, de ahi su nombre. Los detalles se dan en el
articulo referenciado.

1.5 Algoritmos adaptativos

En la gran mayoria de problemas que aparecen en el campo del tratamiento
de senales se desconoce la estadistica de la misma, con lo cual se hace necesario
estimarla. Como normalmente las muestras van llegando paulatimente confor-
me se realiza el muestreo, serfa conveniente contar con algoritmos que con la
llegada de nuevas muestras actualizaran de la manera mas eficiente posible la
informacién que se tiene sobre el problema. Este tipo de algoritmos reciben el
nombre de algoritmos adaptativos.

Los algoritmos adaptativos se hacen imprescindibles en situaciones donde la
estadistica del problema cambie con el tiempo, ya que como su propio nombre
indica son capaces de adaptarse a los cambios que sufran las condiciones del
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problema mediante una conveniente ecuacién de actualizacién de las incégnitas.
Tras sucesivas iteraciones el algoritmo converge a la solucién éptima si trabaja en
situaciones estacionarias o lleva a cabo un rastreo de la evolucién del problema
en situaciones no estacionarias.

La formulacién de la gran mayoria de algoritmos adaptativos se basa en la
minimizacién de una funcién coste, cuyo minimo es la solucién éptima del pro-
blema. Para la busqueda de ese minimo se suele recurrir al método de méaxima
pendiente, basado en la sencilla idea de que para alcanzar el minimo de una
funcién basta con avanzar en la direccion del gradiente pero en sentido opues-
to. Otros algoritmos adaptativos emplean relaciones algebraicas y matriciales
para imponer la condicién de minimo. En este apartado se va a presentar un
algoritmo de cada tipo, los cuales constituyen los algoritmos basicos de dos de
las familias m&s importantes de algoritmos adaptativos: el cuadrado de media
minima (Least-Mean Square) y de minimos cuadrados (Least Squares).

1.5.1 Algoritmos del cuadrado de media minima

El objetivo primordial de estos algoritmos es el de estimar una variable
aleatoria dada d(n) a partir de la combinacién lineal de p variables aleatorias
z(n),x(n—1),...x(n—p+1) para cada instante n. La funcién coste a minimizar
es el error cuadrédtico medio, donde este error es el error de estimacién e(n) =
d(n) — w'z(n), siendo w el vector de coeficientes de la estimacién lineal y
z(n) =[z(n), z(n —1), ..., z(n — p+ 1)] el vector de datos a tiempo n.

Derivando el error con respecto al vector de coeficientes se obtiene el gra-
diente, que igualado a cero constituye la condicién de minimo:

E[z(n)e(n)] =0

O equivalentemente, empleando la definicién de error de estimacién, el vector
de coeficientes 6ptimos segun este criterio es

wo = R 'r

siendo R = E[z(n)z!(n)] la matriz de autocorrelacién del vector de datos y
r = E[x(n)d(n)] el vector de correlacién cruzada entre el vector de datos y la
respuesta deseada.

A partir de estas magnitudes se puede alcanzar el minimo de la funcién coste
como sigue.
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Algoritmo de maxima pendiente

Tal y como se comenté en parrafos precedentes si en la iteraciéon n — 1 se
dispone de una solucién dada por w(n — 1), la siguiente recursién avanza en la
direccién de maxima pendiente descendiente,

w(n) = w(n — 1) + pE[x(n)e(n)]

donde p es el tamano del paso que se da en el sentido contrario al gradiente.
Esta expresion es equivalente a

w(n) =w(n —1) + pfr — Rw(n — 1)]

Esta expresién deteminista requiere del conocimiento de la estadistica del pro-
blema (R y r), requisito que casi nunca se cumple. El siguiente algoritmo salva
este inconveniente.

El algoritmo LMS

Este algoritmo es la version tipo gradiente estocédstico del anterior. Su nom-
bre se debe a que dada la imposibilidad de conocer el gradiente de la funcién
coste, propone estimarlo mediante el valor instantaneo: V(n) = a(n)e(n) con
lo que la ecuacién de actualizacién del nuevo algoritmo queda:

w(n) = w(n —1) + px(n)e(n)

Esta expresién constituye el corazén del algoritmo del cuadrado con media
minima o Least-Mean Square (LMS) [WHG60]. Una descripcién més detalla-
da del mismo junto con su andlisis de convergencia se presentan en el capitulo

7.

1.5.2 Algoritmos recursivos de minimos cuadrados

El problema se plantea de forma parecida al del LMS pero en una situacién
determinista: se pretende aproximar una serie d(n) a partir de la combinacién
lineal de p muestras de una serie de datos. La funcién coste a minimizar se
define como:

¢(n) = Zﬁ(i,n)le(i,n)l2

es decir, una combinacién lineal de errores de estimacién al cuadrado siendo
e(i,n) = d(i) —wt(n)z(i) el error que se cometeria con los datos a tiempo i si se
emplease el estimador conocido en la iteracién n-ésima. El coeficiente 5(i,n) es
un factor de olvido que disminuye el peso de los errores a iteraciones pasadas y
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potencia los errores actuales. Normalmente se suele emplear un factor de olvido
exponencial dado por 8(n,i) = A" "% con 0 < A < 1.

Derivando de nuevo esta funcién coste con respecto al vector w se obtiene que
los coeficientes 6ptimos son aquellos que cumplen la siguiente ecuacién matricial:

R(n)w(n) =r(n) (1.48)

donde

r(n) = 3" A"z (i)d(i)

i=1

que como se puede apreciar son la matriz de autocorrelacién del vector de datos
y el vector de correlaciones cruzadas entre el vector de datos y la respuesta
deseada, en versién determinista.

Empleando el lema de inversién matricial (véase apéndice A) en la ecuacién
(1.48) se puede obtener una ecuacién de actualizacién para las incégnitas:

w(n) =w(n —1) + k(n)e(n)

donde e(n) = d(n) — wi(n — 1)z (n) es el error de estimacién y k(n) es el vector
de ganancia, definido como

_ A LP(n —1)x(n)

14+ X lzt(n)P(n — z(n)

k(n)
donde P(n) es la inversa de la matriz de autocorrelacién R(n).

Los detalles de este algoritmo asi como un completo anélisis de su conver-
gencia se presentan en el capitulo 2. Se le denomina algoritmo recursivo de
minimos cuadrados RLS (Recursive Least Squares), y fue propuesto en [Pla50].

1.5.3 Algoritmos adaptativos y estadistica de alto orden.
Generalizaciones

Los algoritmos adaptativos suscintamente presentados en los apartados an-
teriores son dos de los algoritmos adaptativos mas extendidos y conocidos.
A partir de ellos se han derivado imnumerables versiones [BBCCS88], [BM89],
[KCM84], [MD95], [MT91], ya sea para mejorar su comportamiento (velocidad
de convergencia, error en los estimadores), bien para reducir su carga computa-
cional o bien para adaptarlos a nuevos problemas.
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En lo que respecta a este dltimo punto, los algoritmos adaptativos se han
modificado para que puedan introducir estadistica de alto orden y se beneficien
de ella. En las partes I y II de esta memoria se presentan algunos miembros de
las familias LMS y RLS respectivamente. En particular se enriquece la familia
del algoritmo LMS con la obtencién de nuevos algoritmos dentro del formalismo
del principio de ortogonalidad.

1.6 Aplicacién: Canales de comunicaciones

Una de las posibles aplicaciones que presentan los algoritmos de identifica-
cién de sistemas estudiados y propuestos en esta Memoria es el de ecualizacién
de canales de comunicaciones. De todas maneras, no todas las simulaciones
presentadas se podrian relacionar directamente con este problema.

1.6.1 Comunicacién digital

Durante el proceso por el cual la informacién llega de un emisor a un re-
ceptor, ésta experimenta varias modificaciones [Hay88] para conseguir un mejor
comportamiento del sistema, (léase velocidad de transmisién, mayor fiabilidad,
necesidad de una menor energia, etc.).

Actualmente ya no hay duda sobre las ventajas de utilizacién de formatos
digitales sobre los formatos analégicos. Por tanto, se supone que la informacion
a enviar estd en dicha forma. En caso de no estarlo se deberia usar un conversor
analégico-digital . Entre estas ventajas se encuentra la mayor fiabilidad en la
transmisioén (se ve menos afectada por el ruido), la posibilidad de encriptar el
mensaje (seguridad en las comunicaciones), etc.

1.6.2 Conversion Analégico-Digital

Por lo comentado anteriormente se entiende facilmente que el primer paso a
dar en el envio de cualquier informacién es su conversion a formato digital, en
caso de estar en forma analdgica.

Dicha conversién se compone de tres pasos (figura 1.2):
1. Muestreo: la funcién continua inicial se convierte en una serie de escala-

res, cuyos valores coinciden con el de la funcién en instantes de tiempo
equiespaciados. El muestreo se lleva a cabo con una cierta frecuencia fj.
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2. Cuantizacién: los escalares de la serie asi obtenida se aproximan por su
valor mas cercano dentro de un conjunto discreto de valores.

3. Codificacién: los valores muestreados y cuantizados sufren una primera
codificacién. Pasan de estar expresados en sistema decimal a binario.

Senal Analdgica Muestreo Cuantizacién Codificacién Senal digital

Figura 1.2 Proceso de conversion analégico-digital

Una vez realizados estos procesos ya se estd en condiciones de introducir la
senal digital dentro del sistema de comunicaciones digital. Las partes de dicho
sistema se detallan en la siguiente seccién.

1.6.3 Componentes de un sistema de comunicacion digital

La mayoria de las modificaciones que sufre la sefial digital de entrada van
encaminadas a mejorar el comportamiento del sistema y a volver a convertirla
en analégica para su transmisién por el canal fisico elegido (cable coaxial, fibra
6ptica, microondas, satélite, etc.).

La primera operacién que se ejecuta es la codificacién de la fuente (source
coding) con el objeto de eliminar redundancias en la sefial digital introducida,
reduciendo asf su longitud. Consiltese la figura 1.3.

A continuacién sufre una segunda codificacién (codificacién del canal / chan-
nel coding) con el objeto de adecuar la serie obtenida en el paso anterior a las
caracteristicas del canal concreto. Aqui se incluye ya la eleccién del tipo de
modulacién elegida (PAM, PSK, ASK, FSK, etc.), que da como resultado una
constelacién de simbolos concreta.

Seguidamente la senal codificada pasa por el modulador con objeto de con-
vertirla en una senal continua de nuevo (no tiene nada que ver con la senal
analégica primera).

Esta senal continua pasa por el canal dando lugar a la senal continua de
salida.

Con la senal continua de salida se alimenta el detector (demodulador) para
obtener la constelacién de simbolos de salida. Al conjunto de modulador, canal
y detector se le denomina canal discreto, ya que tanto su entrada como salida
son discretas.
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Canal discreto

Figura 1.3 Componentes de un sistema de comunicaciones digital

Finalmente se invierten las codificaciones realizadas anteriormente. Primero
se realiza la decodificacion del canal y a continuacién la decodificacién de la
fuente con lo que se obtiene la senal digital final para el usuario.

El objetivo es centrar el estudio en el canal discreto. Es decir, se supondrd
una constelacién de simbolos de entrada, que dependera de la modulacién que
se considere, se filtrard por un canal discreto y se obtendra una constelacién de
salida.

1.6.4 Formulacion del problema

En la figura 1.4 [Hay94] se muestra el diagrama de bloques de un sistema de
comunicaciones digital sincrono y baseband, sujeto a interferencia intersimbdlica
(la salida a tiempo n contiene nuestras pasadas de la entrada ademds de la
entrada a tiempo n) y ruido aditivo gaussiano.

z(k) Canal y(k) Ecualizador Z(k)
h(k) u(k)

Figura 1.4 Modelo equivalente de un sistema de comunicaciones digital
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Se asume que la serie recibida, tras ser demodulada, filtrada por un paso-baja
y muestreada sincronamente (a una velocidad 1/T') se puede escribir como:

Ly
y(k) = h(k) « z(k) +w(k) = > h(i)z(k —i) + w(k) (1.49)
i=—Ls

La serie de datos de entrada {z(k)} es, en general, un proceso complejo no
gaussiano i.i.d. Usualmente, tiene una funcién de densidad de probabilidad
simétrica y por tanto tiene media y factor de asimetria nulos. Por ejemplo,
{z(k)} podria ser la serie compleja equivalente baseband de una sefial modula-
da por amplitud de cuadratura rectangular (rectangular quadrature amplitud
modulated Q.A.M). El ruido aditivo {w(k)} es de media nula, gaussiano, gene-
ralmente coloreado (no blanco) y estadisticamente independiente de la entrada.
La respuesta impulso del canal {h(k)} es, en general, de fase no minima y da
cuenta del filtro de transmision, el canal y el filtro receptor. Ademas se asume
que {h(k)} cambia lentamente con el tiempo y se puede considerar constante
para un nimero grande de muestras. Finalmente, la serie {y(k)} es la entrada
al ecualizador ciego.

El objetivo del ecualizador ciego con funcién de transferencia U(z) es recu-
perar la serie de entrada {z(k)} salvo posiblemente un retraso constante d y
un desfase . Suponiendo que {Z(k)} es la salida del ecualizador, ésta se puede
expresar como sigue en el dominio de la transformada Z:

X(z) = X(2)z" %" (1.50)

Ignorando el ruido aditivo en la figura 1.4, la expresién (1.50) se puede reescribir
como sigue
U(z)H(2)X (2) = X (2)z %™ (1.51)

El restraso desconocido d no afecta a la recuperacién del mensaje original, mien-
tras que f se puede eliminar adjustando adecuadamente la fase de la portadora
antes o después de la ecualizacién. Por tanto, en lo que sigue, se supondré que
d y 6 son nulos. Entonces, de (1.51) se obtiene

(1.52)

En consecuencia, el ecualizador debe primero identificar y aproximar las pro-
piedades del canal inverso para cancelar la interferencia intersimbdlica. Esto se
conoce como el criterio de ecualizacion zero-forcing.

Es conveniente considerar lo siguiente:

1. Los métodos adaptativos clasicos de ecualizaciéon se basan casi exclusi-
vamente en estadistica de segundo orden, y por tanto fallan al intentar
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ecualizar correctamente canales de fase no minima cuando la senal de en-
trada es inaccesible. Esto se debe a la imposibilidad de la estadistica de
segundo orden para distinguir entre la informacién de fase minima y fase
maxima.

. No hay solucién al problema cuando la entrada es gaussiana y el canal es

de fase no minima.

. En la mayoria de los enlaces de comunicaciones digitales, los datos trans-

mitidos son series no gaussianas y los canales lineales distorsionadores son,
en general, de fase no minima.

. Para conseguir la ecualizacion ciega de canales de fase no minima, se debe

emplear estadistica de orden mayor que dos. Esto se debe a la capacidad
de la estadistica de alto orden para preservar el verdadero caricter de la
fase de las senales. Ciertamente, todos los ecualizadores ciegos propuestos,
indirectamente a través de transformaciones no lineales o directamente,
utilizan estadistica de alto orden.



Parte 1

Algoritmos adaptativos de
minimos cuadrados con
estadistica de alto orden.
Analisis y aplicaciéon a
identificacion ciega
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Introduccion

En esta parte de la Memoria se van a analizar varios algoritmos representa-
tivos del grupo de algoritmos recursivos de minimos cuadrados [GBT99]. Este
grupo surge como resultado de minimizar una funcién coste definida como la
distancia euclidea entre una serie de referencia y su estimador lineal para un
nimero N de instantes temporales. Equivalentemente esta distancia puede en-
tenderse como el error cometido en la estimacién.

Al minimizar esta funcién coste se obtiene una condicién de minimo que se
puede interpretar como imponer ortogonalidad entre el error de estimacién y el
vector de datos empleados en la estimacién, utilizando un producto escalar par-
ticular. Esta equivalencia entre los algoritmos recursivos de minimos cuadrados
y el principio de ortogonalidad serd muy 1til para dotar a esta familia de un
formalismo que permita aplicarlo a mas problemas.

Estimar una serie de referencia (o deseada) mediante otra dada siguiendo un
criterio de minimos cuadrados, equivale, si las series son aleatorias, a recurrir
a la estadistica de segundo orden para resolver el problema. Procediendo de
esta manera seguramente habra informacién que se escapa al estar contenida
en estadistica de orden superior. Esta falta se puede solventar si dentro del
formalismo del principio de ortogonalidad se sustituye el vector de datos por otro
vector, definido convenientemente normalmente como funcién de éste, llamado
de variable instrumental.

Aplicar cualquiera de estos algoritmos a la identificacién ciega supone contar
con algin tipo de ecuacién (matricial) que relacione los coeficientes que definen
al sistema con algin tipo de medida acerca de la salida, tal como sus momentos
o cumulantes. Ademas tal ecuacién debe poder expresarse como una condicién
de ortogonalidad.

Como es conocido, para llevar a cabo una identificacién ciega completa es
necesario conocer informacion acerca de la fase, que sélo se encuentra contenida
en la estadistica de alto orden, de manera que hay que recurrir a algoritmos
capaces de manejar una variable instrumental. M&s atin, si la ecuacién matri-
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cial asociada a la condicién de ortogonalidad es sobredeterminada, el algoritmo
deberd tener en cuenta adema&s esta contingencia.

Todas las situaciones descritas estdn cubiertas en la actualidad por algin al-
goritmo concreto. El algoritmo base del cual se construyen todos los demaés es el
recursivo de minimos cuadrados RLS (recursive least squares) capaz de resolver
sistemas de ecuaciones cuadradas que involucren estadistica de segundo orden.
Si aparece estadistica de alto orden hay que recurrir al algoritmo recursivo de
variable instrumental RIV (recursive instrumental variable). Pero si ademés es
sobredeterminado hay que emplear el algoritmo sobredeterminado recursivo de
variable instrumental ORIV (overdetermined recursive instrumental variable).

Los objetivos primordiales de esta parte de la memoria son:

1. Presentar un andlisis teérico de los 3 algoritmos descritos anteriormente
con el fin de comprender mejor su funcionamiento.

2. Aplicar los dos ultimos al problema de la identificacién ciega mediante el
uso de 2 sistemas de ecuaciones. El primero relaciona cumulantes de orden
2 y 3 con los coeficientes del sistema y el segundo lo hace con cumulantes
de orden 3 y 4. Con esto se pretende discutir las ventajas de un método
basado exclusivamente en estadistica de alto orden.

3. Verificar que los resultados obtenidos mediante ORIV son mejores que los
obtenidos mediante RIV, de forma que se muestre la ventaja de trabajar
con sistemas sobredeterminados.

En el desarrollo de estos 3 puntos se ha aportado como contribucién original de
esta memoria lo siguiente:

1. Se ha completado el andlisis de RIV realizado por Swami [Swa96] para
sistemas no estacionarios y se han obtenido las condiciones éptimas de
trabajo.

2. Se ha realizado un anélisis completo (tedrico y mediante simulaciones) de
ORIV.

3. Se ha derivado en el dominio del tiempo una expresién general de la cual
se puede obtener tanto la ecuacién de GM que involucra cumulantes de
orden 2 y 3 como su generalizacién a orden 3 y 4.

4. Se ha comparado tedricamente y mediante simulaciones RIV con ORIV.
El contenido de esta primera parte se ha estructurado de la siguiente manera.

En el capitulo 2 se analiza (tedricamente) el algoritmo RLS para que sirva de
toma de contacto de las técnicas a utilizar en los siguientes capitulos. El andlisis
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llevado a cabo por Swami se expone y se completa para ambientes no estacio-
narios en el capitulo 3. Paralelamente a este tiltimo capitulo, en el capitulo 4 se
presenta un andlis completo de ORIV. Este andlisis se contrasta mediante simu-
laciones involucrando estadistica mixta y de alto orden en el capitulo 5, donde
se muestra la superioridad de la segunda en ambientes ruidosos. Finalmente en
el capitulo 6 se plantea la previsible superioridad de ORIV sobre RIV mediante
analisis tedrico y através de las simulaciones realizadas.



40

INTRODUCCION A LA PARTE T



Capitulo 2

El algoritmo recursivo de
minimos cuadrados RLS

Introduccién

En este capitulo se pretende caracterizar lo mejor posible el algoritmo re-
cursivo de minimos cuadrados RLS. La principal propiedad de este algoritmo
es que es adaptativo y que por tanto es capaz de proporcionar una soluciéon
actualizada a partir de la antigua con la llegada de un nuevo dato, con carga
computacional pequenia. Conforme mas datos se tengan mejor sera el estimador
obtenido, de forma que determinar cémo se produce la convergencia del estima-
dor es de capital importancia. Cuando el pardmetro verdadero evoluciona con
el tiempo esta convergencia progresiva del estimador hacia él se convierte en un
rastreo continuo.

Como caracterizar un estimador es dar al menos su sesgo y su varianza,
para caracterizar a RLS hay que estudiar la convergencia en media y en media
cuadratica tanto en ambientes estacionarios como no estacionarios.

La técnica recurrida para llevar a cabo este andlisis es la técnica del pro-
mediado directo, que como su propio nombre indica consiste en sustituir, alli
donde sea conveniente y apropiado, una variable aleatoria por su valor medio.
Su uso concreto se detallard en el cuerpo de este capitulo.

La totalidad de este capitulo se basa en [Hay96] pero sin considerar el posible
caracter complejo de las series. El algoritmo se obtiene en el apartado 2.1
y se analiza su convergencia en media y en media cuadratica para ambientes
estacionarios en el apartado 2.2. Igualmente la capacidad de rastreo se analiza
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en el apartado 2.3.

2.1 Motivacién y obtencion del algoritmo

Uno de los usos tradicionales y mas directos de los algoritmos adaptativos
es el de la estimacién de una serie dada {d(n)} mediante combinaciones linea-
les, definidas por un vector wy, de otra serie conocida {z(n)}; los pardmetros
incégnita son los coeficientes de la combinacién lineal y dado que esta operacién
se puede implementar facilmente mediante un filtro transversal, a veces reciben
el nombre de coeficientes o pesos del filtro.

Para series deterministas este objetivo se puede conseguir mediante la mini-
mizacién de la siguiente funcién coste, tipo minimos cuadrados:

e(n) = Zﬁ(n,i)le(i;n)l2 (2.1)

donde e(i;n) = d(i) — wi(n)z(i) es el error cometido en la estimacién con los
datos conocidos a tiempo i pero introduciendo el vector de coeficientes estimado
a tiempo n. Téngase en cuenta que w(n) = [wi(n), ..., wy(n)]’ y z(n) =
[z(n), x(n —1), ..., z(n — g + 1)]’. Asimismo, el factor 3(n,i) se conoce como
factor peso ya que da distinta importancia a los errores cometidos para distintos
tiempos; el més utilizado tiene la forma £(n,i) = A"~ con A < 1 y su funcién
es la de considerar mas aquellos errores cometidos a tiempos ¢ més cercanos al
actual n. De esta manera la expresién a minimizar es

n

e(n) = 3" A e(isn)? (2.2)

i=1
y la ecuacién que deben cumplir los coeficientes del filtro que la minimicen es:
P®(n)w(n) = z(n) (2.3)

conocida como ecuacién normal. En ella, las distintas magnitudes estdn defini-
das como:

®(n) = Z Al (i)t (i) (2.4)

z(n) =Y A" @(i)d(i) (2.5)

i=1

Notese que las series conocidas se suponen nulas para tiempos n = 0 y anteriores,
de ahi que las sumatorias empiecen todas por i = 1. Es decir, se ha asumido
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cierta forma de preventaneado. La forma mas directa de resolver la ecuacion
(2.3) es la de invertir la matriz ®(n) :

w(n) = & '(n)z(n) (2.6)

lo cual requeriria, con una inversién usual de matrices, del orden de ¢* opera-
ciones. Obviamente, si la longitud del filtro aumenta, el numero de operaciones
aumenta méas todavia. Si ademds se pretende resolver el sistema con la lle-
gada de nuevos datos, d(n) y xz(n), la carga computacional puede llegar a ser
insoportable.

El objetivo del algoritmo RLS (Recursive Least Squares) es el de calcular
la expresién (2.6) de una manera recursiva y lo méas eficientemente posible. El
caracter recursivo se lo otorga el empleo de las ecuaciones de actualizacién de
P(n) y z(n):

®(n) = A\®(n — 1) + z(n)x'(n) (2.7
z(n) = Az(n — 1) + x(n)d(n) (2.8)
La eficacia la consigue mediante la aplicacién del lema de inversién matricial

(véase apéndice A) a la expresién (2.7). Para ello se identifican las magnitudes
empleadas tal y como sigue:

A =®(n) (2.9)
B l'=)®&n-1) (2.10)
C=E=z(n) (2.11)
D=1 (2.12)

resultando, tras aplicar el lema:

A28 (n — Da(n)xt(n)® ' (n — 1)

3 '(n)=A"® '(n—1)— 1+ A2 (n)® ' (n— Da(n)

(2.13)

Como se aprecia, una vez conocida la inversa de ®(n — 1), para calcular la
inversa de ®(n) la unica inversién necesaria es la de un escalar.

Para simplificar la notacién es conveniente definir:

_ A 1@ (n —1Da(n)
1+ A lzt(n)® ' (n — Da(n)

k(n) (2.14)

que recibe el nombre de vector de ganancia por razones que se dardn mas ade-
lante. Con esto la ecuacién (2.13) se puede reescribir como:
S 'n)=2"1e ' (n-1)-2Tk(n)z!(n)® ' (n-1) (2.15)

Para obtener la ecuacion de actualizacion de los pesos se sustituye la expresion
(2.8) en la ecuacién (2.6) resultando:

wn) =22 '(n)z(n — 1) + ® ' (n)z(n)d(n) (2.16)
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Para continuar es conveniente hacer notar que
k(n) = ® ' (n)x(n) (2.17)
lo cual se comprueba reordenando la expresién (2.14) para dar
E(n)=A"1® 1(n—1) - A1k®n)z'(n)® ' (n —1)]z(n) (2.18)

y teniendo en cuenta que la expresién entre corchetes equivale a @ *(n). Una
vez demostrada esta igualdad se puede emplear en (2.16),

w(n) = A2 ' (n)z(n — 1) + k(n)d(n) (2.19)

que se puede seguir modificando teniendo en cuenta la expresion de actualizacién
(2.15) dando

wn) =& (n—1)z(n—1)—k(n)z' (n)® " (n—1)z(n—1) + k(n)d(n) (2.20)
Teniendo en cuenta ahora la igualdad (2.6) se puede escribir:
w(n) = wn — 1) — kn)z! (n)wn — 1) + k(n)d(n) (2.21)
llegando finalmente a:
w(n) = wn — 1) + k(n)é(n) (2.22)
donde £(n) es el error de estimacién a priori definido por
£(n) = d(n) — w' (n - )a(n) (2.23)

Con las expresiones dadas hasta aqui se puede cerrar el ciclo recursivo de RLS; en
la tabla 2.1 se muestran los pasos necesarios para llevar a cabo este algoritmo.

Condiciones iniciales

& '(0) =6~'I & =constante positiva pequena
w(0) =0

Cuerpo del algoritmo

k() = e e
£(n) = d(n) — w'(n — Dw(n)
w(n) =w(n —1) + k(n)é(n)

d'n) =21 (n—1) - AEk(n)zi(n)® (n-1)

Tabla 2.1 Pasos del algoritmo RLS
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La inicializacién indicada es la que se conoce como inicializacién con ligadura
suave, aunque también es posible inicializarlo de manera exacta.

2.2 Analisis de la convergencia en ambientes es-
tacionarios

En este apartado se van a estudiar las propiedades del algoritmo RLS refe-
rentes a su convergencia, en particular se van a considerar la convergencia en
media y en media cuadratica. Para llevar a cabo este andlisis se va a suponer que
la respuesta deseada d(n) estd generada mediante un modelo lineal de regresién
miltiple determinado por los coeficientes wy mas cierto error de medicién:

d(n) = whz(n) + eo(n) (2.24)

En lo que sigue se supondrd que el error de medicién es un proceso blanco de
media nula y varianza o3. Asimismo, y por ahora, el vector wg se supondra
constante lo que equivale a trabajar con sistemas estacionarios de forma tal que
el factor de olvido pueda ser la unidad; de esta forma se tienen en cuenta todas
las muestras en el promedio dado en las definiciones (2.4) y (2.5) y no sélo las

méas actuales como ocurriria si A fuese menor que la unidad.

2.2.1 Convergencia en media

Teniendo en cuenta (2.24) en la definicién de z(n) dada en la ecuacién (2.5)
se obtiene

z(n) = ®(n)wo + Z x(i)eo (i) (2.25)

por lo que la ecuacién (2.6) arroja el siguiente valor para los coeficientes del
filtro en este caso:

n

w(n) =wo+® "' (n) Y a(i)eo(i) (2.26)

i=1

Debido al caricter aleatorio! de las series involucradas y al modelo empleado
para d(n), la solucién calculada mediante el algoritmo RLS presenta una parte
determinista igual al vector constante utilizado como regresor mas una compo-
nente aleatoria debida al ruido de mediciéon. Es interesante resaltar que si no
existiera este ruido la solucién obtenida mediante el RLS seria la exacta, siempre

1Cémo es posible tratar series aleatorias con un planteamiento del problema puramente
determinista se detalla en el apartado 4.2.1 cuando se analiza el algoritmo ORIV.
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y cuando se contase con un nimero de datos mayor que la longitud del regresor
(para que existieran las inversas correspodientes).

En media el algoritmo tiende a:

n

E[w(n)] = wo + E[® " (n) Z x(i)eo(i)] (2.27)

=1

y teniendo en cuenta que eg(i) es independiente del vector de entrada x(i) para
todo ¢ el valor esperado del miembro de la derecha es nulo al ser el error de
medicién de media nula. Por lo que resulta:

Elw(n)] =wy n>q (2.28)

Es decir, el algoritmo RLS converge en media siempre y cuando se cuente con
méas datos que incognitas.

2.2.2 La desviacion en media cuadratica

Para que la convergencia en media anterior sea significativa es necesario
asegurarse de que también se produce convergencia en media cuadrética de los
coeficientes del filtro. Es por tanto necesario estudiar como se comporta la
cantidad D(n) = E[Aw!(n)Aw(n)] donde Aw(n) = w(n) — wq es el vector de
error en los pesos. A D(n) se le conoce como desviacién en media cuadritica
MSD (mean squared deviation).

Para comenzar se tiene en cuenta que el vector de error en los pesos, con la
ayuda de (2.6) y (2.24) se puede reescribir como

n

Aw(n) =@ (n) Y @ (i)eo(i) (2.29)

i=1

y con él se puede construir su matriz de autocorrelacién K (n):

K@n) =E|[®7'(n)) > z(eo(De(i)z' ()2 (n) (2.30)

i=1 j=1

Teniendo en cuenta de nuevo que eg(n) es independiente del resto de variables
aleatorias que aqui aparecen y que proviene de un proceso de ruido blanco de
varianza o3, resulta:

K(n) = o2E |® '(n) Zm(i)mt(i)ifl(n) (2.31)

i=1



2.2. CONVERGENCIA EN AMBIENTES ESTACIONARIOS 47

por lo que tras realizar la sumatoria indicada y simplificar se llega a:
K(n) = o3E [®7"(n)] (2.32)

Para calcular este valor esperado se recurre a nuevas hipétesis de independencia:

1. Los vectores de entrada x(1), x(2), ..., «(n) son independientes entre si
y estan idénticamente distribuidos.

2. Los vectores de entrada x(1), x(2), ..., x(n) pertenecen a un proceso
estocdstico con una distribucién gaussiana multivariada de media cero y
matriz de correlacién R.

Segiin estas hipdtesis la matriz @ sigue una distribuciéon de probabilidad tipo
Wishart. Para este tipo de matrices se puede comprobar que:

1
E[® '(n)] = mR_l n>q+1 (2.33)

a partir de esto se llega sin dificultad a:

D(n) = Tr{K(n)} = n_"iqo_l Z Ai (2.34)

donde ); son los autovalores de la matriz de autocorrelacién R. A partir de
esta expresion se pueden hacer los siguientes comentarios:

1. El MSD viene determinado por el menor autovalor, por tanto, problemas
mal condicionados pueden tener malas propiedades en convergencia.

2. El1 MSD decae linealmente con el tiempo n.

2.2.3 Curva de aprendizaje

Ademds de comprobar que el vector de los pesos del filtro converge tanto en
media como en media cuadratica, es interesante asimismo estudiar cémo evolu-
ciona la diferencia entre la sefial deseada d(n) y la senial estimada. Con objeto
de simplificar las operaciones matemaéticas que aparecerdn a continuacién, esta
diferencia vendrd representada por el error a priori £(n), que teniendo en cuenta
el modelo regresivo utilizado se puede reescribir como

€(n) =eo(n) — [w'(n — 1) — wylz(n) =

=eg(n) — Aw'(n — 1)z (n) (2.35)
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Con esto, la curva de aprendizaje, o el error cuadratico medio, definida como
J(n) = E[|¢(n)|?] toma la forma:

J(n) = Ellea(n)P]+E[z! (n) Aw(n — 1) Aw' (n — 1)z(n)]-

; (2.36)
—2E[Aw"(n — 1)x(n)eg(n)]

El valor de cada uno de los tres sumandos del miembro de la derecha es:

1. El primer valor esperado no es mas que la varianza del ruido de medicion

2
0g-

2. El segundo de ellos se puede modificar, obteniéndose:
E[z!(n)Aw(n — 1)Aw!(n — 1)x(n)] =
=Tr{E[z(n)z'(n)|E[Aw(n — 1)Aw’(n — 1)]} = (2.37)
=Tr{RK(n—1)}

3. Para determinar el valor del tercer sumando se recurre al hecho de que
tanto x(n) como eg(n) son independientes de Aw(n — 1) a la luz de las
hipétesis de independencia ya enunciadas con anterioridad. Por tanto el
valor esperado bajo estudio se descompone en dos:

E[Aw!(n — 1)z(n)eg(n)] = E[Aw'(n — 1)]E[z(n)eo(n)] (2.38)

Teniendo en cuenta el principio de ortogonalidad se concluye que este valor
esperado es cero.

Antes de continuar merece la pena hacer un comentario: El andlisis detallado en
este capitulo, como ya es conocido, se basa en lo expuesto por Haykin [Hay96].
Cuando estudiaba la convergencia en media supuso que eg(n) era independiente
de x(i) V i, sin embargo ahora afirma que eg(n) no es independiente de x(n)
tal y como se puede apreciar si se reordena la expresién (2.24), por eso tiene que
recurrir al principio de ortogonalidad. Aparte de esta contradiccién (proveniente
con toda probabilidad de usar fuentes distintas) también se puede destacar que
mientras que en el estudio de la convergencia en media s6lo emplea herramientas
propias de minimos cuadrados, aqui mezcla herramientas provenientes de la
estimacién de series aleatorias como es el principio de ortogonalidad.

Por tanto, teniendo en cuenta los puntos 1-3 anteriores se llega a:

J(n) = o5 + E[RK(n — 1)] (2.39)
y teniendo en cuenta las expresiones (2.32) y (2.33):
2
qo,

A partir de esta expresién se pueden hacer los siguientes comentarios:
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1. El MSE decae como 1/n a su valor en convergencia oj. Este valor en

covergencia es el minimo valor posible J,,;, ya que proviene del error de
medicién y este no se puede eliminar. A la diferencia entre J(n) y Jmin
se le conoce como error cuadratico medio de exceso Je.c(n); pues bien, el
algoritmo RLS no presenta MSE de exceso en convergencia. Notese que
otro algoritmo muy utilizado, el de minima media cuadrédtica LMS (least
mean squares) si presenta este término de exceso.

2. La convergencia del MSE para el algoritmo RLS no depende de la disper-
siéon de autovalores de la matriz R.

2.3 Analisis de la convergencia en ambientes no
estacionarios

En este apartado se supondra que la respuesta deseada es la salida de un filtro
transversal lineal cuyos coeficientes no son constantes. Bajo estas circunstancias
el algoritmo adaptativo no sélo tiene que conseguir la convergencia del problema
sino también tiene que ser capaz de seguir las variaciones temporales del filtro.
Por tanto d(n) viene ahora dada por:

d(n) = wh(n — D)x(n) + eo(n) (2.41)

La forma en la que cambian los coeficientes viene determinada por un modelo
de Markov de orden 1:

wo(n) = awp(n — 1) + w(n) (2.42)

donde a es un parametro fijo del modelo y w(n) es el vector de ruido del proceso
que se supone de media cero y matriz de correlacién Q. El parametro a se
supondrd lo suficientemente cercano a 1 y el ruido del proceso con varianza
suficientemente pequefia como para que la evoluciéon temporal del sistema, sea
lenta y pueda ser rastreada por el algoritmo adaptativo.

Como viene siendo habitual se aceptan unas hipétesis de independencia con
el fin de hacer la matematica més tratable:

1. El vector de ruido del proceso w(n) es idependiente tanto del vector de
entrada x(n) como el ruido de medicién ey(n).

2. El vector de entrada y el ruido de medicién son independientes el uno del
otro.

3. El ruido de medicién es blanco de media cero y varianza o3.

Hechas estas aclaraciones se puede proceder con el andlisis propiamente dicho.
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2.3.1 Capacidad de rastreo

La ecuacién de partida es la que actualiza el vector de los pesos del filtro,
reproducida aqui por conveniencia:

w(n) = w(n —1) + 7 (n)x(n)é(n) (2.43)

Restando wg(n) a ambos miembros se puede construir el vector de error en los
pesos:

Aw(n) =[I — ® ' (n)x(n)z'(n)]Aw(n — 1) + &~ (n)x(n)eo(n)+

+(1 = a)wo(n — 1) — w(n) (2.44)

Tal y como se comenté a ~ 1 de manera que el término (1 — a)wg(n — 1) se
puede despreciar, quedando la siguiente ecuacién en diferencias que describe el
comportamiento del modelo:

Aw(n) =[I — & '(n)z(n)z' (n)]Aw(n — 1) + &~ (n)x(n)eo(n)— 5 45
— w(n) (2.45)
Antes de continuar es necesario encontrar una aproximacién a la matriz &' (n)
que haga posible proseguir con el andlisis. La matriz ®(n) estd definida por
la expresién (2.4) de manera que si las series x(i) son aleatorias también lo
serd ella. Como magnitud aleatoria se puede descomponer en una componente
determinista, dada por su media, mas una componente aleatoria que modela las
desviaciones instantaneas respecto de la media:
R
®(n) = —— + R°(n) (2.46)
1-X

donde la media R/(1 — A) se ha obtenido de aplicar el operador valor esperado
a (2.4) (suponiendo que los (%) son estacionarios) y R°(n) constituye la com-
ponente aleatoria mencionada. La igualdad anterior se cumplird més facilmente
conforme mayor sea n siempre y cuando se supongan series ergédicas?. Llegard
por tanto un momento en el que la componente aleatoria sea muy pequena com-
parada con la determinista, por lo que la aproximacién puede llegar un poco
mas lejos y suponer que

B(n) ~ % (2.47)

con lo que un valor aproximado de su inversa podria ser:
& '(n)~(1-NR! (2.48)
Utilizando esta dltima aproximacién en (2.45) queda
Aw(n) =[I — (1 = VR 'z(n)z!(n)]Aw(n — 1)+

o (2.49)
+(1 = AR “x(n)eg(n) — w(n)

2E] concepto de ergodicidad se discute en el apartado 5.3.1 en la pagina 98.



2.3. CONVERGENCIA EN AMBIENTES NO ESTACIONARIOS 51

Para resolver esta ecuacion en diferencias se va a recurrir al hecho de que como
A ~ 1 el factor 1 — X es practicamente nulo. Esto quiere decir que el coeficiente
que multiplica a Aw(n — 1) tiene una componente aleatoria muy pequefia y por
tanto es licito aplicar la técnica del promediado directo, ya que la solucién a la
ecuacién en diferencias se comportard de forma muy similar a la solucién de la
siguiente ecuacion:

Aw(n) = Mw(n —1) + (1 =N R 'z(n)eo(n) — w(n) (2.50)

donde el factor entre corchetes se ha sustituido por su media, de ahi el nombre
de promediado directo. A partir de ella se puede calcular la correspondiente
ecuacién en diferencias para la matriz de correlacién de Aw(n) utilizando las
conocidas hipétesis de independencia:

Kn)=XNXKn-1)+(1-)N?GR'+Q (2.51)

Hay que tener en cuenta que cuando comienza expresamente la fase de rastreo es
cuando la convergencia hacia el estado estacionario ha concluido. Para estudiar
por tanto el MSD debido a la no estacionariedad del sistema es necesario resolver
la ecuacion anterior para n muy grandes. Una forma de conseguir esto es suponer
n — oo con lo que se obtiene

1-A

1
K(x) = — olR™' +

mg (2.52)

Aunque esta solucién es extrictamente valida en el limite especificado, se puede
suponer aceptable para n suficientemente grandes:

1-X

1
K(n) = 5 iR+

2(1-))

Q (2.53)

Como se recordara la MSD, D(n), se obtenia sin mas que calcular la traza de

esta matriz:
1-A

2

D(n) = =202 {R1} + %Tf{cg} (2.54)

(1=

El primer sumando es el MSD causado porque el ruido de estimacién no se puede
eliminar en ambientes no estacionarios al trabajar con una memoria finita A < 1
. El segundo sumando se debe a la variacién temporal de los coeficientes del
filtro. Es de resaltar que mientras que la primera contribucién es funcién de
(1 —)) la segunda lo es de 1/(1 — X), es decir, el ruido de la variacién temporal
de los coeficientes afecta mucho més que el ruido de medicién. Como era de
esperar si se intenta reducir la primera (haciendo A = 1) la segunda diverge:
son dos situaciones encontradas. La situacién 6ptima de minimo MSD se obtiene
cuando el factor de olvido toma el valor,

Aopt = 1 — (%)m (2.55)
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De forma similar se puede proceder para calcular el desajuste. Recuérdese que
el desajuste M (n) se definia como:

M(n) = J(n) = Jmin (2.56)
Jmin
¥ ya que en este caso Jpyin = 0a resulta, utilizando (2.39):
Tr{RK(n -1
M(n) = T{RK(n - 1)} (2.57)

2
)

Por tanto, para calcular el desajuste, es necesario multiplicar la expresion (2.53)
por la izquierda por R:

1-A 1
K(n—1)= oI+ ——— 2.
RK(n—1) o +2(1_>\)RQ (2.58)
Por lo que el desajuste queda:
M(n) = LAy ! Tr{RQ} (2.59)
R TS Yy ‘

A la vista de esta ecuacién se pueden comentar ciertos aspectos de cada suman-
do:

Primer sumando: Este es el desajuste debido al ruido de medicién. Nétese que
aumenta linealmente con el niumero de incégnitas g y con el factor 1 — .

Segundo sumando: Es el desajuste debido a la evolucién temporal de los coe-
ficientes del filtro. Esta normalizado por el ruido de medicién y por el
factor 1 — A.

Como se puede apreciar de nuevo, elegir el factor de olvido de manera que dismi-
nuya un sumando especifico del desajuste hace automaticamente que aumente
el otro, ya que dan cuenta de fenémenos opuestos. De nuevo es posible calcular
el factor de olvido que produce el desajuste minimo:

T{RQ 1/2

Xopt =1 — <¥) (2.60)
o05q

Lo que es mas aun, el factor de olvido que hace minimo el desajuste no coincide

con el que hace minimo el MSD. Una cosa es intentar identificar los coeficientes

del filtro lo mejor posible y otra distinta es intentar que la diferencia entre la
senal deseada y la estimada sea la menor posible.



Capitulo 3

El algoritmo recursivo de
variable instrumental RIV

Introduccién

La principal limitacion de RLS es que su uso esta restringido a situaciones
donde la matriz del sistema de ecuaciones a resolver sea la matriz de auto-
correlacion de cierto vector. Esto reduce su aplicabilidad puesto que en algunas
situaciones tales como en el problema de identificacién ciega, surjen matrices
que son la correlacion cruzada entre dos vectores. En estos casos se aplica el
algoritmo recursivo de variable instrumental RIV. Que es una generalizacion a
estas situaciones del RLS.

En el apartado 3.1 se obtiene el algoritmo RIV y se analiza en ambientes
estacionarios en el apartado 3.2 donde se estudia su convergencia en media y
en media cuadratica. Un andlisis andlogo para ambientes no estacionarios se
lleva a cabo en el apartado 3.3 donde ademads se complementa con un estudio
acerca de las condiciones bajo las cuales el error cuadratico medio es éptimo en
ambientes no estacionarios ruidosos.

Las aportaciones propias en este capitulo son las siguientes: en primer lugar
el andlisis de la convergencia de la desviacién en media cuadratica en presencia
de ruido en ambientes estacionarios, y no estacionarios sin ruido; en segundo
lugar, conjugando todo lo desarrollado, se estudia el problema de la convergencia
Optima.

53
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3.1 Obtencion del algoritmo

El principal objetivo que se persigue con los algoritmos que se estan prese-
tando en esta primera parte de la Memoria es el de resolver ciertas ecuaciones
matriciales con una estructura bien definida. Por ahora no interesa cémo han
surgido estas ecuaciones o qué problema resuelven.

El algoritmo RLS era capaz de obtener, de una manera eficiente, la solucién
de

P (n)w(n) = z(n) (3.1)

donde la matriz ®(n) era la autocorrelacién de cierto vector de datos y z(n)
es la correlaciéon entre ese vector de datos y cierta senal ‘deseada’. Esta es-
tructura anadia mucha simetria a las magnitudes implicadas lo cual facilitaba
la resolucién algebraica del problema. Sin embargo, en otras situaciones puede
que se necesite resolver un sistema parecido pero donde la matriz ®(n) sea la
correlacién cruzada entre el vector de datos y un vector auxiliar y el vector z(n)
sea la correlacién entre el vector auxiliar y la respuesta deseada. Esta nueva si-
tuacién, aun presentando muchas simetrias, requiere de una resolucién distinta,
que generalice la tarea del RLS. A tal fin se propone el algoritmo recursivo de
variable instrumental RIV derivado a continuacién (las bases de este capitulo
se pueden encontrar en [Swa96]).

Segun lo comentado, se definen

®(n) = Z A"TiE(n)at (n) (3.2)

n

2(n) = 3_ A" 'E(n)d(n) (3.3)

i=1

donde los vectores se construyen de la siguiente manera: &(n) = [Z(n), &(n —
1), ..., #F(n—q+ )"y &(n) = [z(n), z(n—1), ..., z(n — ¢+ 1)]* que como se
puede apreciar tienen la misma longitud y dan lugar a una matriz de correlacién
cruzada cuadrada. El objetivo ya conocido es, dadas las series {Z(n)}, {z(n)}
y {d(n)}, obtener el vector w(n). De las expresiones (3.2) y (3.3) se obtienen
directamente las ecuaciones de actualizacién correspondientes:

&(n)d(n) (3.5)

Al igual que para el algoritmo RLS, para el RIV el lema de inversién matricial
(apéndice A) juega un papel primordial. Se puede aplicar a la expresién (3.4)
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llevando a cabo las siguientes identificaciones:

con lo que resulta:

& 'n—-1DEn)z'(n)® (n-1)

S 'n)=X""1® (n-1)— A2 1T A2t (n)® " (n = Da(n)

(3.6)
Esta tltima expresion serd de ayuda para encontrar la ecuacién de actulizacion
de w(n). En primer lugar, de la ecuacién (3.1) se obtiene sin mds que:

w(n) =® ' (n)z(n) (3.7)

donde se ha supuesto que la matriz ®(n) es de rango completo. Si se sustituye
la expresioén (3.5) en esta ultima ecuacién se obtiene:

w(n) =& ' n)Az(n —1) + & (n)ZT(n)d(n) (3.8)

Para continuar se sustituye el valor de <I’_1(n), sélo en el primer sumando, por
su equivalente dado en (3.6):

& '(n-1DxEn)z!(n)® (n-1)
ATzt (- DE) | (3.9
Az(n — 1) + @7 (n)&(n)d(n)

wn)=|A1® (n-1)—12

Realizando el producto indicado y teniendo en cuenta la ecuacién (3.1) la ex-
presién anterior se puede reescribir como sigue,

w(n) =w(n — 1) + &~ (n)&(n)d(n)—
3 A 1e H(n —1)&(n)
1+ A lat(n)® ' (n — 1)&(n)

(3.10)

z'(n)w(n —1)

Para continuar seria conveniente encontrar una expresion alternativa para el
producto @' (n)&(n), la cual se obtiene multiplicando por la derecha ambos
miembros de (3.6) por Z(n):
& '(n)x(n) =A"1® (n - 1)E(n)—
e & '(n — 1)E(n)z! (n)® ' (n — 1)&(n) (3.11)
1+ X tat(n)® t(n —1)Z(n)

y sacando factor comun en el miembro de la derecha se puede escribir que

A lat(n)®@ " (n — 1)&(n)

<I>_1(n)i:(n) = A_1§_1(n—1)i(n) — 7 - )ﬁlmt(n)@*l(n “Da(m)

(3.12)
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y una vez realizada la resta dentro del corchete se llega a la expresién buscada:

A 1e 7 (n — 1)&(n)

P (n)i(n) = 1+ A—lwt(n)§71(n — 1):2(11)

(3.13)

Teniendo en cuenta esta expresién se puede retomar la ecuacién (3.10) para
reescribirla tal y como sigue:

w(n) =w(n —1) + &7 (n)&(n)[d(n) — 2t (n)w(n — 1)] (3.14)
o en forma mas compacta y familiar:
w(n) =w(n — 1)+ k(n)e(n) (3.15)

en funcién de un vector de ganancia k(n) y del correspondiente error a priori,
definidos de la siguiente manera:

k(n) = ® ' (n)&(n) (3.16)

e(n) = d(n) — z'(n)w(n — 1) (3.17)

La expresién (3.16) indica que los dos miembros de la ecuacién (3.13) no son

méas que dos definiciones equivalentes del vector de ganancia. Por tanto también
se puede afirmar que

A 1e ! (n — 1)E(n)

k(n) = 1+ X tat(n)® '(n—1)&(n)

(3.18)

La expresién (3.18) permite reescribir la ecuacién de actualizacién de la inversa
de la matriz ®(n), ecuacién (3.6), de la siguiente manera,

') =21 (n—1) = Ak(n)z! (n)® " (n - 1) (3.19)

Con las expresiones dadas hasta aqui se puede construir un método recursivo
para el calculo del vector w(n) una vez conocido w(n — 1) y con la llegada de
nuevos datos Z(n), z(n) y d(n). Este método recursivo se conoce como RIV y
se resume en la tabla 3.1.

Condiciones iniciales

&7'(0) =6 'I & =constante positiva pequefia
w(0) =0

Cuerpo del algoritmo

A le 1)@
k(n) = 5= 1wt<n)<(1>n e

e(n) =d(n) —wi(n — 1)x(n)
w(n) =w(n —1) + k(n)e(n)
d'(n)=2"®" ' (n—-1) = X\"k(n)xt(n)® ' (n 1)




3.2. CONVERGENCIA EN AMBIENTES ESTACIONARIOS o7

Tabla 3.1 Pasos del algoritmo RIV

Como se puede apreciar en la tabla 3.1 la tinica diferencia con el algoritmo
RLS, presentado en la tabla 2.1, es que en el célculo del vector de ganancia k(n)
aparece la variable instrumental Z(n).

Una vez derivado el algoritmo RIV se procedera, en los préximos aparta-
dos, al estudio de su convergencia tanto en ambientes estacionarios como no
estacionarios.

3.2 Convergencia en ambientes estacionarios

El primer paso importante en el anélisis del algoritmo RIV es el de estudiar
sus propiedades en ambientes estacionarios. Por estacionario se entiende que la
estadistica de las series {Z(n)}, {z(n)} y {d(n)} no cambia con el tiempo. El
andlisis consiste en el estudio de la convergencia en media y en media cuadraitica,
tanto en presencia de ruido como sin él. Se comenzard con el estudio de la
convergencia en media.

3.2.1 Convergencia en media. Efecto de las condiciones
iniciales

Una cuestién importante es determinar a qué valor converge, en el proceso
recursivo, la serie w(1), w(2), ..., w(n) y comprobar que ese valor es efectiva-
mente el que se estd buscando.

Obviamente la convergencia se obtiene en el limite n — 0o y es en este limite
cuando hay que estudiar el comportamiento de la ecuacién (3.7). Una de sus
principales caracteristicas es que tanto ®(n) como z(n) estdn definidas como
promedios temporales, de manera que cuanto més datos se conozcan, su valor
se aproximara mas al de su valor esperado, es decir, se pueden escribir como:

B(n) = T Raw + R, () (3.20)

z(n) = ﬁr;d + 7 (n) (3.21)
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donde R;, = E[Z(n)x!(n)] y 74 = E[Z(n)d(n)]. Los otros sumandos adicio-
nales que aparecen R% (n) y rg,(n) se pueden modelar como de media nula e
independientes del resto de variables aleatorias involucradas y dan cuenta del
ruido de estimacién. Es de esperar que conforme el nimero de datos disponibles
sea mayor, el promedio temporal funcionard mejor como estimador del operador
valor esperado y por tanto los ruidos de estimacién sean menores:

1R, (n)]] << || Rz | (3.22)

A una matriz cuya descomposicién en parte determinista y aleatoria cumpla
esta condicién se le denomina cuasideterminista. Lo mismo se le puede aplicar
al vector z(n).

La inversa de la expresién (3.20) es:
'n)=1-N[1+1-NR'R°(n)] 'R’ (3.23)

donde se han eliminado los subindices, como se hara de aqui en adelante siempre
y cuando no haya lugar a confusién. Teniendo en cuenta que ®(n) es cuaside-
terminista:

& '(n)=(1-N[1-(1-MNR'R°(n)]R™" (3.24)

Teniendo en cuenta las expresiones (3.24) y (3.21) en (3.7) se llega a:

wn)=(1-N[1-(1-NR'R‘(n)R™' L 1 Tt re(n)} (3.25)

realizando los productos indicados:

wn) =R 'r+ (1 -NR 'r°(n) — (1 -\R 'R°(n)R ‘r—

(3.26)
—(1=X?R'R°(n)R™"r¢(n)

Como se aprecia en esta expresion, el estimador w(n) se comporta para n su-
ficientemente grandes como el vector R™'r més otras contribuciones aleatorias
de media nula. En definitiva, en media, se puede afirmar que

Elw(n)] ~ wy (3.27)

n—o0

donde el vector wg es la solucién a la ecuacion
Rwy=r (3.28)

Como consecuencia de todo este comentario se puede afirmar que resolver la
ecuacién (3.1) es equivalente, bajo las condiciones de n grande y tomando valor
medio, a resolver la ecuacién (3.28). Vedmos pues cémo afecta, a la convergencia
de la serie {E[w(n)]} obtenida mediante RIV, las condiciones iniciales fijadas
para este algoritmo.
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Efecto de las condiciones iniciales

Se parte de la ecuacién de actualizacién de los pesos w(n) dada en (3.14) y
complementada por (3.17):

w(n) =w(n —1) + & (n)&(n)e(n) (3.29)
El error a priori de (3.17) se puede reescribir como

e(n) =d(n) — ' (n)w(n — 1) =

:eo(n) +x (n)’wo — mt(n)w(n _ 1) (330)

donde se ha supuesto que la respuesta deseada d(n) se puede modelar como la
salida de un filtro linear dado por los coeficientes wq, con entrada {z(n)} y
contaminado por ruido eg(n) de media nula. Esta hipdtesis estd fundamentada
en el hecho de que la mayor parte de las aplicaciones de los algoritmos adaptati-
vos consisten en estimar la respuesta d(n) mediante {z(n)} mediante regresién
lineal. El término eg(n) constituirfa de hecho una especie de ruido de medicién,
ya que impide la perfecta estimacién de d(n) mediante el modelo de regresién.

Por tanto, combinando (3.29) con (3.30), se obtiene
Aw(n) = [I — @' (n)Z(n)x!(n)]Aw(n — 1) + &' (n)&(n)eo(n) (3.31)

donde el vector de error en los pesos se ha definido como Aw(n) = w(n) — wy.
Si se multiplica por la izquierda toda la expresién por ®(n), teniendo en cuenta
(3.4), queda:

d(n)Aw(n) = A®(n — DAw(n — 1) + £(n)eg(n) (3.32)

que constituye una ecuacién en diferencias para el factor ®(n)Aw(n) con un co-
eficiente constante e igual a A y un término independiente aleatorio. Su solucién
es:

®(n) Aw(n) = \"®(0)Aw(0) + > A" E(i)eo i) (3.33)

o despejando para el vector de error en los pesos:

Aw(n) = \"® " (n)®(0)Aw(0) + &' (n) Zn: A (i) eg (7) (3.34)

i=1
Para continuar se toma como vélida la aproximacién dada en (3.24) resultando
Aw(n) =A"(1-XN)[1 - (1= A)R 'R°(n)]R *®(0)Aw(0)+
n ) 3.35
+ (=N =1 =NARTR ()R A" “&(i)eo (i) (3:35)
i=1

Si se toma valor esperado y se tiene en cuenta que:
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1. La matriz R°(n) es de media nula e independiente del resto de variables
aleatorias.

2. El valor esperado E[Z(n)eqg(n)] equivale a la diferencia Rwo — r y por
tanto es nulo. Esta afirmacién se puede considerar como una expresién
generalizada del principio de ortogonalidad.

se llega finalmente a
E[Aw(n)] = \*(1 — A\)R™'®(0) Aw(0) (3.36)

En primer lugar esta ecuacién confirma que para n — oo con A < 1y wy fijo se
cumple efectivamente que, en media, el algoritmo converge a wqy. Recuérdese
que el factor de olvido desempena su cometido en ambientes no estacionarios,
en este caso ya que se trata con ambientes estacionarios deberia ser la unidad
y el término (1 — \) deberfa cambiarse por 1/n para mantener la normalizacién
en (3.2) y (3.3). Con este cambio el efecto de las condiciones iniciales tiende a
cero como 1/n.

3.2.2 Convergencia en media cuadratica con ruido de es-
timacién

Como es necesario en un andlisis de este tipo, no basta con estudiar la
convergencia en media sino que hay que comprobar que los estimadores tienen
varianza finita, es decir, hay que estudiar la convergencia en media cuadratica.
Ademsds, esta vez también hay interés en comprobar cémo afecta el ruido de
estimacién al error cuadratico medio.

Para empezar se multiplican ambos miembros de la ecuacién (3.32) por
& !(n) y se va a considerar que ® '(n)®(n — 1) ~ I. Esta aproximacién
es mds cierta conforme mayor es n de forma que ambos promedio temporales se
asemejan mas a promedios en realizaciones. Con todo (3.32) queda:

Aw(n) = Mw(n — 1) + & 1 (n)&(n)eo(n) (3.37)

El error en media cuadrética se suele definir como ¢(n) = E[Aw!(n)QAw(n)]
donde @ es cualquier matriz definida positiva. Con la expresién (3.37) y acep-
tando como vélida la aproximacién de (3.24) se puede construir el siguiente
producto:

Aw'(n)QAw(n) = N Aw'(n — 1)QAw(n — 1)+
+2X0(1 = MAw!(n — 1)Q[1 — (1 = N)R™'R*(n)|R™"&(n)eo(n)+
+ (1= A& () R7'[1 — (1- )R 'R (n)]'Q

[1—(1=NR'R°(n)|R™'&(n)
(3.38)
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Al tomar valor esperado hay que tener en cuenta lo siguiente respecto al miembro
de la derecha:

Primer sumando: No es mas que A2q(n — 1).

Segundo sumando: Aqui hay que suponer que el vector de error en los pesos a
tiempo n — 1 es independiente de Z(n) por lo que al tomar valor esperado
este término es nulo por el principio de ortogonalidad.

Tercer sumando: Para este sumando hay que recordar la independencia de eg(n)
y de R°(n) del resto de variables aleatorias, ademas de que sus medias
son nulas. Con esto se llega a:

Tercer sumando ﬂ}](l —N)?08Bg + (1= N3V, (3.39)

donde se han definido las siguientes cantidades:

Bo =Tr{R'QR 'Rz (3.40)
V. = T{R'E[R**(n)R'QR™"R°(n)|R™"'R;;} (3.41)

Teniendo en cuenta estos tres puntos, el valor esperado de (3.38) se puede escribir
como
q(n) = X2q(n — 1)+ (1 = N)?03Bg + (1 = N3V, (3.42)

Esta ecuacién en diferencias con coeficientes constantes tiene un valor en con-
vergencia dado por la siguiente expresién (suponiendo A ~ 1):

1-A
a(00) = —=03bq +

(1-N°

5 o2V, (3.43)

Las contribuciones a la desviacién en media cuadratica en convergencia se de-
ben a dos fuentes. La primera de ella proviene del ruido de medicién y estd
pesada por el término 3¢, que al depender de la variable instrumental se puede
controlar su contribucién con una eleccién adecuada de la misma. En ambientes
estacionarios tiende a cero como 1/n.

La segunda fuente se debe al ruido de estimacién, aunque también depen-
de de la variable instrumental. Para n grandes tiende a cero (en situaciones
estacionarias) por dos motivos: porque depende de 1/n? y porque conforme se
disponga de méas datos en la estimacion el ruido debe disminuir.

Tal y como se acaba de comentar, para ambientes estacionarios, el MSD
tiende a cero. Es sélo en situaciones no estacionarias, con A < 1 donde hay
cierta varianza en los estimadores de los pesos. Esto se debe a que para una
longitud de la memoria finita los efectos de los ruidos de medicién y estimacién
nunca se podrdn eliminar.
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3.2.3 Convergencia en media cuadratica con ruido de es-
timacion 11

En este apartado se van a repetir los célculos del apartado anterior pero
teniendo en cuenta otra aproximacién distinta. Para empezar se retomard la
ecuacion (3.31) que se verifica exactamente:

Aw(n) = [I — &' (n)&(n)z!(n)]Aw(n — 1) + @~ (n)Z(n)eo(n) (3.44)

Como el interés se centra en magnitudes en convergencia es licito suponer n
suficientemente grande como para aceptar la aproximacién de (3.24), con lo que
la expresion anterior queda

Aw(n) =[I — (1 =XN)[1 = (1 = NR'R°*(n)|R™'&(n)x! (n)]Aw(n — 1)+
+(1-M1-1=NR 'R*(n)]R '&(n)ey(n)
(3.45)

que constituye una ecuacién en diferencias de orden 1 con el coeficiente aleatorio.
Este coeficiente aleatorio estd formado por una parte determinista (un 1) més
la parte aleatoria propiamente dicha afectada por el factor (1 — A). Como
normalmente el factor de olvido estd préoximo a uno, la oscilacién de la parte
aleatoria serd muy pequena con lo que se puede aproximar todo el coeficiente por
su valor medio. Con esta aproximacion es de esperar que la solucién obtenida
esté muy cercana a la de la ecuacién original. Esta técnica se conoce con el
nombre de promediado directo y ya apareci6 en el tema anterior.

Aplicando promediado directo a (3.45) se obtiene

Aw(n) = Mw(n — 1)+(1 = A\)R '&(n)eo(n)—

N . (3.46)
—(1=XN)°’R " R°(n)R"Z(n)ep(n)

que es exactamente la misma expresién que se utilizé en el apartado 3.2.2 para
obtener la expresion (3.38), por lo que la desviacién en media cuadrética obte-

nida aqui coincidira con la alli dada. En particular la expresiéon recursiva para
el MSD es:

q(n) = A2q(n — 1) + (1 = N)?02Bg + (1 = N3V, (3.47)

Recuérdese que las cantidades fg y Ve estdn definidas en (3.40) y (3.41). En
convergencia toma el valor:

-2

1
aloo) = 152070 +

(1=N)°

5 o3 Ve (3.48)

Por tanto hay que resaltar que a pesar de emplear aproximaciones distintas en
el apartado 3.2.2 y en este, los resultados obtenidos son idénticos. Es decir,
suponer que &' (n)®(n — 1) ~ I equivale a aplicar promediado directo. Como
es sabido la validez de ambas aproximaciones aumenta al aumentar n.
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3.3 Convergencia en ambientes no estacionarios

Una de las principales caracteristicas de los algoritmos adaptativos es su
capacidad de seguir la evolucion de los pardmetros que identifica cuando estos
cambian con el tiempo. En los apartados que siguen se va a suponer que el
vector wy ya no es constante sino que es una cierta funcién del tiempo wo(n).
Este cambio puede hacer, dependiendo de la aplicacién concreta, que las series
aleatorias involucradas tengan una estadistica no estacionaria. En estos ambien-
tes es cuando se hace imprescindible la existencia de un factor de olvido, que
dé méas importancia a las muestras presentes, de manera que los estimadores se
vayan adaptando progresivamente a los valores actuales.

3.3.1 Capacidad de rastreo

A continuacién se va a estudiar si el algoritmo RIV es capaz de seguir, en
media, las variaciones que experimente el vector wg(n). Para esto se parte de
la ecuacién de actualizacién de w(n) dada en (3.29) y reproducida aqui por
conveniencia,

w(n) =w(n —1) + @~ (n)&(n)e(n) (3.49)

Teniendo en cuenta que la respuesta deseada se expresa ahora como d(n) =
eo(n) + xt(n)wo(n), el error a priori se puede reescribir como

e(n) = eg(n) + = (n)wo(n) — ! (n)w(n — 1) (3.50)
, con lo que la expresién anterior se convierte en

w(n) = [I - @ (n)&(n)z' (n)Jw(n — 1) + &' ()& (n)z" (n)wo(n)+

R (3.51)
+ @ “(n)Z(n)eg(n)

La capacidad de rastreo es una propiedad que se hace patente cuando los efectos
transitorios debido a las condiciones iniciales han desaparecido, por tanto, si se
quiere estudiar serd necesario suponer que n es muy grande. Ademds, para
centrarnos en este aspecto de la capacidad de rastreo se ignorara el ruido de
estimacién. Con estas condiciones se puede dar un paso mas y simplificar la
expresion (3.24) a:

& '(n)=1-NR '(n) (3.52)

Donde se ha incluido la posible dependencia temporal de R al estar trabajando
con series cuya estadistica puede no ser estacionaria. Teniendo en cuenta esta
aproximacién en (3.51), al tomar valor esperado resulta

E[lw(n)] = AE[w(n — 1)] + (1 — A)wg(n) (3.53)

donde se ha tenido en cuenta la independencia de w(n —1) con &(n) y con x(n)
y que E[Z(n)eg(n)] = 0. La expresién (3.53) es una ecuacién en diferencias
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no homogénea con coeficientes constantes. Tiene una solucién general de la
homogénea asociada dada por

E[w(n)] = \"E[w(0)] (3.54)

y una solucién particular de la no homogénea que se puede obtener aplicando
la transformada Z a ambos miembros de (3.53):

E[w(Z)] = Az 'Elw(Z)] + (1 — Nwo(Z) (3.55)

por lo que
1-—A

Elw(Z)] = mwo(z) (3.56)

o expresandola en el dominio del tiempo:

n

Efw(n)] = (1) > XNwo(n — i) (3.57)

=0

Aunque para obtener una expresién concreta es necesario tener una expresién
determinada para wq(n), se puede afirmar que cuanto menor es A (menos memo-
ria) se produce menos contaminacién en E[w(n)] debida a tiempos anteriores
de wp(n). Por tanto, una memoria corta es imprescindible para una buena
capacidad de rastreo.

3.3.2 Convergencia en media cuadratica

En este apartado se va a suponer una forma funcional sencilla para el vector

solucién dada por
wo(n) =np (3.58)

donde p es un vector constante, que contiene las pendientes de cada componente
de la variacién lineal. Con esta expresién para wq(n), el vector de error a priori
se puede reescribir, siguiendo con (3.50), de la siguiente manera:

e(n) = eg(n) — ' (n)Aw(n — 1) + z'(n)p (3.59)

donde como es habitual el vector de error en los pesos se define como Aw(n) =
w(n) — wo(n). Con esta expresién para e(n) la ecuacién para la actualizacién
de los pesos (3.29) se puede reescribir como:

w(n) =w(n — 1) — & (n)&(n)x! (n)Aw(n — 1)+

L By (3.60)
+ @ (n)Z(n)eo(n) + @ (n)Z(n)x" (n)p
Restando wo(n) a cada miembro y teniendo en cuenta (3.58), se llega a:
Aw(n) =[I — & “(n)x(n)z'(n)]|Aw(n —1)— (3.61)

~[I - @~ ()Z(n)z' (n)]p + @7 (n)Z(n)eo(n)
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Como las condiciones de trabajo son las mismas que en el apartado anterior, es
decir, interés exclusivo en el periodo tras la convergencia e ignorar el ruido de
estimacion, se puede volver a adoptar la aproximacién (3.52) como vélida y tras
aplicar promediado directo la expresién anterior se convierte en:

Aw(n) =AAw(n —1) = [I — (1 = M) R (n)Z(n)z! (n)]p+

s (3.62)
+ (1 =XNR “(n)x(n)ep(n)

Aunque en este apartado se estudia la convergencia en media cuadratica, es
interesante estudiar, a partir de esta expresién, la convergencia en media, por
lo que tomando valor esperado y considerando las hipétesis de independencia
usuales junto con la ortogonalidad de &(n) y eg(n),

E[Aw(n)] = AE[Aw(n —1)] — Ap (3.63)
dando un valor en convergencia de
E[Aw(o0)] = —1__>‘Ap (3.64)

Como se aprecia el vector de error en los pesos no tiende a cero sino a un valor
constante no nulo. Si se adopta este valor como valido no sélo en el limite
n — oo sino también para n grandes, se puede escribir:

Blao(n)] = wo(n) ~ 12 (3.65)
o teniendo en cuenta (3.58)
Elw(n)] = wo (n - %) (3.66)

es decir, en media el algoritmo RIV sigue la evolucién de wp(n) pero con un

tiempo de retraso 7 dado por
A

Ly (3.67)
Este tiempo de retraso puede ser idealmente cero si el factor de olvido fuese
nulo, con una memoria de una sola muestra. Por el contrario, si la memoria
fuese infinita (A = 1) el tiempo de retraso también serfa infinito, es decir, no

tendria ninguna capacidad de rastreo.

Con el fin de retomar la convergencia en media cuadrética se construye,
teniendo en cuenta la expresién (3.62), el siguiente producto escalar

Aw'(n)Aw(n) = N2 Aw'(n — 1)Aw(n — 1)—
— 20 Awt(n — [T = (1 = MR (n)Z(n)z' (n)]p+
+ 201 = M) Aw!(n — 1)R ' (n)Z(n)eo(n)+
+p![I — (1 =N R™ ' (n)&(n)x!(n)]'[I — (1 = NR ™ (n
=2(1=Np'[I = 1= MR (m)Z(n)z' (n)]'R™" (n
+ (1 =X)2%e2(n)z' (n)R™(n)R™' (n)&(n

(3.68)
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Tomando valor esperado, teniendo en cuenta las hipdtesis de independencia
usuales, la expresion (3.65) y el principio de ortogonalidad, resulta:

D(n) =A’D(n — 1) + [2(1 = X)(1+ ) —5+% p'p+ (3.69)
+(1=X?p"H(n)p + (1 - X054 (n)

donde el factor entre corchetes se ha expresado como funcién de (1—X) y (1+A)
para poder facilitar las simplificaciones venideras y donde se han definido:

D(n) = E[Aw"(n)Aw(n)] (3.70)
H(n) = E[m(n)i}t(n)th(n)Rfl(n):fc(n)mt(n)] (3.71)
B'(n) = Tr{R™*(n)R™" (n)Rzz(n)} (3.72)

nétese que S'(n) es el equivalente en ambientes no estacionarios de r ( g con
Q = I). Igualmente se ha utilizado D(n) en vez de ¢(n) para simplificar la
notacion.

La solucién a la ecuacién en diferencias (3.69) es

D(n) =A*"D(0) + [2(1 -1+ -5+ L] ni: Nip'p+

1-\] &
e = (3.73)
+ (1 =AY N [P H(n—i)p + 058 (n — i)
=0
que en convergencia toma el valor:
2 1
D(00) = |2(1 = A)(14+X) =5+ —— p'p+
1-XA1-X2
Loy Loy (3.74)
+—"p'Hp+ —"02p
2 2
donde
n—1
— _ . 24 o
H =2(1-)) lim Z; N2 H (n — i) (3.75)
n—1
I — _ : 2% ot s
B'=2(1-2) lim ; A28 (n — i) (3.76)

Se ha incluido el factor 2(1 — A) en estas definiciones para que cuando se trabaje
en ambientes estacionarios se cumpla que 8o = '

Teniendo en cuenta que A ~ 1 la expresion (3.74) se puede escribir finalmente
como:
1 . o 1 . . 1-X,
—p'p————— 2 ——p'H
(I_A)2PP 2(1_>\)Pp+ pP'D+ 5 P p+

1—A
508

D(c0) =
(3.77)

+
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3.3.3 Convergencia 6ptima

Si en la expresién (3.77) se tiene también en cuenta el ruido de estimacién,
obtenido en la expresién (3.43), se obtiene una expresién para la media cua-
drética en convergencia que incluye todos los factores estudiados hasta ahora:

1 5 1 1-A
mptp—imptp +2p'p + Tpth+
(1=’

2

D(c0) =

3.78
1-A 2 ol 2171 ( )
+—2 o8 + oV,

lo dnico a tener en cuenta es que V' se define como V, de (3.41) haciendo Q@ = I
y déndole el mismo tratamiento que a 8’ en la ecuacién (3.76), es decir, se
considera su naturaleza no estacionaria y se introduce en la sumatoria.

Los términos mads influyentes son los debidos a la no estacionariedad del
sistema, destacando ﬁptp, que disminuye su valor conforme més pequeno

es el factor de olvido (menor memoria implica mejor capacidad de rastreo). A

(1

. .z , . . . « s -\
continuacién aparece el término debido al ruido de medicién T)U[Q)BI , que
disminuye para grandes memorias. Finalmente hay que considerar el ruido de

(1=»)°

estimacién =03V, el que menos influye en condiciones normales.

Para encontrar el valor de A que hace minimo D(00) se pueden considerar

los términos més representativos de cada contribucion, sin considerar ruido de
estimacién:

- 1—\
o3f + 5 p'Hp (3.79)

D(c0) ~ 5

1, 1

El ultimo sumando se ha introducido porque es del mismo orden que el término
del ruido de medicién y por tanto ‘compite’ directamente con él. Haciendo la
derivada correspondiente se obtiene que:

4ptp 1/3
Aopt =1— [ PP ___ 3.80
o <03 ’+pth> (3:80)

Es muy ilustrativo discutir los dos casos siguientes:

1. Cuando la variacién lineal sea muy pequenia, p — 0 y se deduce que el
factor de olvido éptimo en este caso es 1, es decir, memoria infinita.

2. Cuanto menor sea el ruido de medicién o mayor sea la variacién lineal,
menor se hace a su vez A,p;, de manera que se requiere menos memoria.
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Capitulo 4

El algoritmo
sobredeterminado recursivo
de variable instrumental

ORIV

Introduccién

En muchas ocasiones no basta con poseer herramientas capaces de resolver
de manera eficiente un sistema de ecuaciones tipico de RIV sino que se hace
necesario ampliar las posibilidades incluyendo el caso en el que la matriz sea
sobredeterminada. Para tales circunstancias se disené el algoritmo sobredeter-
minado recursivo de variable instrumental ORIV.

Este algoritmo se obtiene en el apartado 4.1 y su andlisis tanto en ambien-
tes estacionarios como no estacionarios se presenta en los apartados 4.2 y 4.3
respectivamente. En ellos se estudia la convergencia en media, el error cua-
dratico medio, la influencia del ruido de estimacién, etc. Todo este andlisis se
puede considerar condensado en el apartado 4.4 donde se deducen las condicio-
nes Optimas para el rastreo. El capitulo finaliza mostrando, en el apartado 4.5,
la equivalencia de las dos aproximaciones utilizadas en el andlisis anterior: la
técnica del promediado directo y el suponer que el algoritmo ha evolucionado
suficientemente.

69
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4.1 Obtencién del algoritmo

Recuérdese que el algoritmo recursivo de variable instrumental RIV era capaz
de resolver, de forma eficiente, el sistema de ecuaciones

P (n)w(n) = z(n) (4.1)

donde la matriz ®(n) es cuadrada ya que las longitudes del vector de datos x(n)
y el de variable instrumental Z(n) eran idénticas. Recuérdese que

n

®(n) =< F(n),x(n) == 3 \" '&(i)2' (i) (4.2)

Yy que
z(n) =< &(n),d(n) »= ZA"*%(i)d(i) (4.3)

Sin embargo, en muchos problemas es posible plantear sistemas con més ecua-
ciones que incégnitas, de forma que se cuente con mds informacién. En estos
casos la matriz ®(n) tiene mas filas que columnas y por tanto la solucién de
(4.1) no se obtiene mediante una simple inversién, ya que es necesario definir
la solucién como aquel vector que minimiza la distancia ||®(n)w(n) — z(n)|?
dando como resultado

-1

w(n) = (<I>t(n)<1>(n)) ®(n)tz(n) (4.4)
El algoritmo sobredeterminado recursivo de variable instrumental ORIV [Fri84]
es capaz de calcular la expresién (4.4), tal y como su propio nombre indica, de
manera recursiva una vez conocido w(n — 1) y los nuevos datos z(n), Z(n) y
d(n); el proceso a seguir se detalla a continuacién.

En primer lugar se hallan las ecuaciones de actualizacién de las magnitudes
implicadas, obtenidas directamente de sus definiciones (4.2) y (4.3):

®(n) = A®(n-—1)+x(n)z'(n) (4.5)
z(n) = AXz(n-—1)+2(n)d(n) (4.6)

Donde Z(n) = [Z(n), £(n—1), ..., Z(n—I+1)] y x(n) = [z(n), z(n—-1), ..., z(n—
g+ 1)] con I > q al ser un sistema sobredeterminado. Ademds, dado que
se utilizard profusamente en los préximos apartados, es conveniente definir el

producto
T'(n) = ®'(n)®(n) (4.7)

a partir del cual y teniendo en cuenta (4.5) se puede deducir ficilmente su ley
de actualizacién

T(n) = N’T(n—1)+ X(n)A™ ' (n) X(n) (4.8)
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donde se ha hecho uso de las siguientes definiciones,

X(n) = [®'(n-1D&(n) =z(n) (4.9)
A= (3 ) (410

Aplicando el lema de inversién matricial (ver apéndice A) a (4.8) se obtiene

N7 ) =T (n—-1) =T (n— 1) X (n)[NA(n)+
+ X' )T (0 - 1) X ()] 1 X ()T (n — 1) (4.11)
donde se aprecia que es posible llevar a cabo la inversién de la matriz T'(n),

de dimensiones g x ¢, invirtiendo sélo una matriz 2 x 2. Para continuar con la
derivacién del algoritmo ORIV son necesarias dos relaciones adicionales:

1. Primera relacién: teniendo en cuenta las ecuaciones de actualizacién (4.6)
y (4.5) junto con ®(n)z(n) = T'(n)w(n) (pequena modificacién de (4.4))
se obtiene sin dificultad que:

®'(n)z(n) = N’T'(n — Dw(n — 1) + A®"(n — )& (n)d(n)+
+ x(n)Z' (n)&(n)d(n) + Ax(n)z (n)z(n — 1) (4.12)

2. Segunda relacién. Considerando la expresién (4.8) se obtiene, sin méas que
multiplicar por T (n) y reagrupando términos, la siguiente relacién:

1

—[I-T '(n)X(n)A *(n)X"(n)] (4.13)

I '(n)T(n—1)= v

Para obtener la ecuacién de actualizacién deseada del vector incégnita w(n) se
multiplica (4.11) con (4.12) y se tienen en cuenta (4.13) y (4.6):

w(n) =T~ (n)®'(n)z ( ) =
=[I- 1(n) (M)A () X" (n)]w(n — 1)+

) A (n — 1)&E(n)d(n) + x(n)z' (n)z(n)] (4.14)

O en forma mas compacta, en analogia con el RLS y el RIV, se puede escribir

de la siguiente manera

w(n) =wn —1)+ K(n)a(n) (4.15)

donde las nuevas magnitudes estdn definidas como sigue

Kn) = T"'m)Xn)A '(n) px2 (4.16)

am) = o) - X'n)wh-1) 2x1 (4.17)
(&' (n)z(n—1)

v(n) = ( a(n) ) (4.18)
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Como es habitual a la matriz K (n) se le conoce como matriz de ganancia y al
vector a(n) como error a priori. Las ecuaciones presentadas hasta ahora son
suficientes para establecer todo el proceso recursivo de ORIV y poder actualizar,
con la llegada de nuevos datos, el estimador w(n).

Para hacer mas compactas estas ecuaciones es conveniente notar la siguiente
igualdad:

Kn)=T"'n-1)Xn)NAMN)+ X' 0 '(n-1)Xn)]" (4.19)

demostrada a continuacién. La ecuacién (4.13) se puede reescribir en funcién
de la matriz de ganancia, siendo directo que

*

I '(n)T(n-1)= vilhe K(n)X'(n)] (4.20)
y despejando T' " (n) queda
I '(n)= %[I —Kn)X!n)I'(n-1) (4.21)

Teniendo esta expresién en cuenta en (4.16) y reagrupando términos

1 _ -
K(n) |I+ pXt(n)l" 'm=1)Xm)A (n)| =
1__ -

=T "n=1)Xn)A™ (n) (4.22)
multiplicando ambos miembros por la derecha por A>A(n) y despejando la ma-
triz de ganancia se obtiene la expresién buscada (4.19). Con esta nueva expre-
sién para K (n), la ecuacién de actulizacién de la matriz T *(n) (4.11), se puede
reescribir de la siguiente manera:

r'(n) = )\—12[1“—1(71 1) = K(n)X!n)T™ (n - 1)] (4.23)

Teniendo en cuenta las expresiones derivadas en tultimo lugar, en la tabla 4.1 se
presenta el proceso recursivo paso a paso.

Condiciones iniciales
'I)t(o) = 0T xq|0gx1—q]
L(0) = 5214xq
0 = escalar arbitrario
w(0) =0
z(0)=0
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Cuerpo del algoritmo
®(n) = \®(n — 1) + z(n)z'(n)
X (n) = [®"(n—1)Z(n) z(n)]

NA(n) = (—:Et(n)a"c(n) A)

>

0
Kn)=T"'(n-1)Xn)[NAMN)+ X 0)T " '(n - 1)X(n)]~"

Tabla 4.1 Pasos del algoritmo ORIV

La inicializacién utilizada aqui es la conocida como ‘inicializacién con liga-
dura suave’ (en la literatura inglesa aparece con el nombre de ‘soft constrained
initialization’). De todas maneras es también posible inicializar el algoritmo de
manera exacta. Para ello se toman r datos, con r > ¢ para evitar que la matriz
®(r) sea de rango deficiente (sus columnas® no sean linealmente dependientes) y
permitir la existencia de las inversas necesarias para el algoritmo, para construir
dicha matriz junto con z(r). A partir de la primera se obtiene I'(r) y después
w(r). Con estas magnitudes ya se puede comenzar el proceso recursivo indicado
en la tabla 4.1.

4.2 Analisis de la convergencia para sistemas es-
tacionarios

En los apartados que siguen a continuacién se va a proceder al estudio de la
convergencia de ORIV cuando trabaja con sistemas estacionarios. Més adelante
se tratard el caso de sistemas no estacionarios. Como se ha comentado con
anterioridad las propiedades a estudiar son la convergencia en media y en media
cuadratica tanto con ruido de estimacion como sin él. El anélisis se ha enfocado
de forma andloga al realizado acerca del RIV.

LRecordar que esta matriz tiene més filas que columnas, por lo que sus filas nunca podran
ser linealmente independientes.
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4.2.1 Convergencia en media

La posibilidad de resolver problemas que involucren series aleatorias median-
te ecuaciones pensadas para situaciones deterministas, recurriendo a la ergodi-
cidad, ya ha aparecido cuando se analizaron RLS y RIV. De nuevo el principal
objetivo serd resolver un sistema de ecuaciones tal y como este

R;owo = ra; (4.24)

donde Rz, = E[z(n)x!(n)] y 74z = E[Z(n)d(n)]. Es por tanto necesario deter-
minar bajo qué condiciones resolver (4.1) es equivalente a resolver (4.24).

Una opcién posible es calcular (4.4) para n suficientemente grande utilizando
distintas series numéricas y luego promediar los resultados obtenidos para esas
distintas series. Esto es equivalente a dejar que ORIV evolucione suficientemente
con el tiempo para varias series de datos y luego tomar valor esperado. Este
procedimiento produce el siguiente efecto.

Como las series aleatorias con las que se trabaja se suponen ergddicas, los
promedios temporales tienden a comportarse como promedios en realizaciones.
Bajo esta hipdtesis se puede aceptar que para n — oo se verifica que:

Ri‘x

Pd(n) ~ T + R, (n) (4.25)
2(n) ~ T4 rsm) (4.26)

Es decir, las magnitudes calculadas como promedios temporales se descomponen
en un sumando determinista igual a su valor esperado méas otro sumando en
forma de ruido. Las componentes de ruido ( R5,(n) y r%,(n) ) se pueden
modelar convenientemente como de media nula e independientes del resto de
variables aleatorias (ver comentarios relacionados en el apéndice C). Bajo estas
condiciones la expresion (4.4) toma la forma

w(n) ~ [Ry, Rix + (1 — N RL, RS, (n) + (1 — MRS, (n) Rao+
+ (1= X)2R(n)R*(n)] ' [RE, 754 + (1 — MRS, 75 ,(n)+

T

+ (1 = NRE (n)rzq + (1 = X)2R(n)r¢(n)] (4.27)

A partir de ahora se eliminaran los subindices alli donde no haya lugar a confun-
sién. Al ser A del orden de la unidad, se tomar4 el factor (1—M\) como pardmetro
perturbativo. Ademads, se considerard que la matriz ®(n) es cuasideterminista
para n grandes, es decir, ||R°(n)|| << ||R|| donde ||-|| es una norma conveniente
para las matrices. Con esto, la inversa que aparece en el primer factor de (4.27)
se puede aproximar quedando una expresiéon tal y como sigue:

w(n) ~[I—(1-XN)(R'R) 'R'R°(n) — (1-N)(R'R) 'R"(n)R)|(R'R)"'
[R'r + (1 = A\)R'r°(n) + (1 — M) R (n)r] (4.28)
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Trabajando a primer orden en (1 — \) y tomando valor esperado queda que
E[lw(n)] ~ (R'R)™'R'r = wy (4.29)

Por tanto se ha comprobado que si se resuelve (4.1) con series aleatorias, se
deja evolucionar el algoritmo suficientemente y se toma valor esperado, es como
resolver (4.24). Este es un procedimiento practico para resolver ecuaciones tales
como (4.24).

Hay que recalcar una cuestién importante: w(n) cumple que < Z(n),e(n) >=
0V n en minimos cuadrados por construccién. Sin embargo, si se define eg(n) =
d(n) — wix(n) se cumple que < Z(n),eq(n) ># 0 ya que hay que tomar valor
esperado:

E[Z(n)eg(n)] =0 (4.30)

Efecto de las condiciones iniciales

Una vez aclarado que, debido a la ergodicidad, es posible encontrar solu-
ciones a problemas que involucran magnitudes aleatorias mediante ecuaciones
destinadas a magnitudes deterministas, se procederd a comprobar cudl es el
efecto de las condiciones iniciales cuando la ecuacién (4.1) se resuelve mediante
ORIV.

Partiendo de la ecuacién (4.15), utilizando para la matriz de ganancia la
expresién dada en (4.16), y restando wo a ambos miembros queda

Aw(n) = Aw(n — 1) + T (n) X (n)A™" (n)a(n) (4.31)

donde Aw(n) = w(n) — wo. Si se multiplica ahora por T'(n) y se utiliza (4.8)
se llega a

['(n)Aw(n) = A>T(n — 1)Aw(n — 1)+
+ Az (n)&' (n)[z(n — 1) — ®(n — 1)wo] + ®' (n)Z(n)eg(n) (4.32)
una ecuaciéon en diferencias cuya solucién es
n .
T'(n)Aw(n) = A"T(0)Aw(0) + Y NI () (j)eo () +
j=1
n .
+ 3 AN (i)E (i) [2(i — 1) — ®(i — Dwo]  (4.33)
i=1
Para seguir con los célculos es necesario hacer una hipétesis, que se puede enmar-

car dentro de las conocidas como hipétesis de independencia HI (ver apéndice

C):
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HI1 ®(n)y z(n) son independientes entre si y del resto de variables aleatorias
involucradas.

Tomando valor esperado, teniendo en cuenta el comentario después de la ecua-
cién (4.29) y considerando HI1 se llega a

E[T(n)Aw(n)] = A2"T'(0) Aw(0) (4.34)

Para poder descomponer el valor esperado que en ella aparece se tiene en cuenta
que lo que interesa es estudiar la convergencia, por lo que n se puede considerar
suficientemente grande, lo cual permite utilizar la expresién (B.1) y afirmar que
T'(n) es independiente de Aw(n). Siguiendo también a (B.1) es directo que

E[l'(n)] = (1 = A) 2R'R + E[R* (n)R"(n)] (4.35)
y por tanto su inversa es
E[l(n)]"! =
= (1=XA)?[T+ (1 -X*(R'R)'E[R"(n)R°(n)] " (R'R) ™" ~
~(1-M*R'R)™ (4.36)

donde de nuevo para hacer la aproximacién se ha considerado A del orden de la
unidad y la matriz ®(n) cuasideterminista. Con todas estas aproximaciones se
puede retomar la ecuacién (4.34) y escribirla como:

E[Aw(n)] = A*"(1 — \)*(R'R)'T'(0)Aw(0) (4.37)

A la vista de este resultado se puede comentar lo siguiente:

1. La influencia de las condiciones iniciales, T'(0) y Aw(0), decae exponen-
cialmente con \2".

2. Elw(n)] — wo para n grandes, como ya se sabia.

3. Si A =1 hay que cambiar (1 — \) por 1/n para poder asegurar la correcta
normalizacién de ®(n) en (4.2) y de z(n) en (4.3).

4. La expresion (4.33) se puede escribir de forma mas compacta como
n
T'(n)Aw(n) = X"T(0)Aw(0) + > N I X (i))A " (Do (i)  (4.38)
i=1
donde

ao(n) =v(n) — X' (n)wo (4.39)

, que se puede interpretar como la generalizacion del error de medicién
eo(n) para sistemas sobredeterminados. Por lo que (4.34) implica que

E[X (n)A™" (n)ag(n)] =0 (4.40)
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donde se ha tenido en cuenta que para sistemas estacionarios esta cantidad
es a su vez estacionaria, es decir,

E[X (i))A *(i)oo(i)] = cte V i (4.41)

La importancia de la ecuacién (4.40) es que se puede considerar como la
generalizacién de (4.30) para sistemas sobredeterminados.

4.2.2 FError cuadratico medio

En este apartado se hallan expresiones para estudiar la evolucién de la mag-
nitud ¢(n) = E[Aw!(n)QAw(n)] donde Q es cualquier matriz definida positiva
(métrica), es decir, se va a calcular la desviacién en media cuadritica de los
estimadores w(n) de los pesos. Para ello se comienza con la expresién (4.32)
escrita en forma compacta:

T'(n)Aw(n) = X’T'(n — D)Aw(n — 1) + X (n) A~ (n)ao(n) (4.42)

Dado que se quiere calcular, en particular, el error cuadratico medio en conver-
gencia, es licito tomar n muy grande de manera que I' ' (n)['(n — 1) = I. De
forma que si se despeja Aw(n) en la expresién anterior se puede escribir que
aproximadamente se verifica

Aw(n) = N>Aw(n — 1) + T (n) X (n)A *(n)ag(n) (4.43)
basandose en esta ecuacién en diferencias se puede construir la siguiente igualdad
Awi(n)QAw(n) = M Awi(n — 1)QAw(n — 1)+

+ 222 Aw!(n — 1)QT ' (n) X (n)A *(n)ap(n)+
+[X (M)A (n)ao ()] Bo(m)[X (M)A (n)ao(n)]  (4.44)

donde EIQ(n) =T (n)QT ' (n). Para continuar se calcula el valor esperado de
cada sumando del miembro de la derecha:
Primer sumando: Este no es mas que AMgq(n — 1).
Segundo sumando: Aqui hay que tener en cuenta la expresién (B.3), ya que no

se quiere tener en cuenta ningin tipo de ruido de estimacién, junto con

otra hipétesis de independencia (ver apéndice C):

HI2 w(n — 1) es independiente de X (n)A ™ *(n)ag(n).

As{ que se puede afirmar que este sumando es nulo usando (4.40)
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Tercer sumando: De nuevo se recurre a la simplificacién para T' *(n) dada en
(B.3) con lo que el valor esperado de este sumando es:

3" sumando E—{.)](l - /\)4Tr{VXa0,BQ} (4.45)

donde
Vxao = E[X(n)A ' (n)ao(n)(X(n)A™" (n)ao(n))']  (4.46)
Bo = (R'R)'QERR)" (1.47)

Dado que el factor X (n)A ' (n)ag(n) es de media nula, V xqo se puede inter-
pretar como su matriz de varianza.

Por tanto, teniendo en cuenta el valor de todos los sumandos, se llega a:
a(n) = Mq(n —1) + (1 = N)'Tr{Vxa0Bq} (4.48)
valido para n suficientemente grande. Esta ecuacién en diferencias tiene un
valor en convergencia de:

q(o0) = ( (1) Tr{Vxa0Bo} (4.49)

1+ 22)(1+ )

A partir de aqui se pueden hacer las siguientes consideraciones:

1. Para sistemas estacionarios, como es el caso que nos ocupa, el factor de
olvido A debe ser la unidad y por tanto (1—A) hay que cambiarlo de nuevo
por 1/n. De esta forma ¢q(c0) — 0.

2. Los dos factores que aparecen en (4.49) dependen de la variable instru-
mental #(n). La MSD en convergencia se podria reducir mediante una
eleccién adecuada.

3. Los célculos previos realizados tomando (1 — A) como pardmetro pertur-
bativo no son realmente validos, porque V x,o tiene dependencia en él
como se vera en el siguiente apartado.

4. Combinando las expresiones (4.48) y (4.49) se puede obtener la siguiente
ecuacion:

a(n) = q(00) + A*" ") [g(ng) — q(c0)] (4.50)

donde n > ng >> 1. Esto significa que el efecto de las condiciones iniciales
cae a cero como A\*”. Ademds, la velocidad de convergencia sélo depende
de X\ y no de la dispersién de autovalores de R, como es usual en otros
algoritmos.

Sin embargo, a pesar del punto 4 anterior, no se elimina la posibilidad de que si el
problema esta mal condicionado, aparezcan problemas numéricos que acarrean
problemas de estabilidad y una mala convergencia.
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4.2.3 Error cuadratico medio en presencia de ruido

Cuando las series con las que se trabajen sean ruidosas, las componentes alea-
torias R®(n) y r¢(n) en (4.25) y (4.26) cobran cada vez mas y mas importancia
de manera que hay que tenerlas en cuenta a la hora de hacer las aproximaciones
en los cdlculos anteriores. En esta seccién se considera la influencia de estas
componentes en los factores que aparecen en (4.48):

i) Bg = E[T ‘(n)QT '(n)]. Se utilizard la aproximacién dada en (B.2).
Con esta aproximacion se aprecia que en el término que se estudia, la com-
ponente aleatoria aparece siempre ‘normalizada’ por R, es decir, aparece
siempre en la forma ‘término de R®/R’, el cual es despreciable comparado
con los términos en los que R° aparezca sélo, simplemente porque ®(n)
es cuasideterminista.

ii) Vxa0 . Utilizando en la expresion (4.46) que define a V' x .0 las expresiones
(4.9), (4.10) y (4.39) que definen a sus componentes se puede observar que
los términos en R° no estdn normalizados por R aqui, por lo que no es
posible por tanto omitir la componente aleatoria.

En definitiva, la influencia del ruido es mayor para Vx.0 que para B, de
manera que el caso ii) hay que considerarlo en detalle.

Desarrollando segin la definicién de sus componentes se tiene que

X (n)A™ (n)exo(n) =
= x(n)z'(n)[z(n — 1) — ®(n — 1)we] + ®'(n)&(n)eo(n) (4.51)

considerando n suficientemente grande y teniendo en cuenta el comentario des-
pués de (4.29) resulta:

X(n)A ' (n)ap(n) ~

n—oo

R
~ Az ()& (n) 1i—x + 7 (n—1) = T wo — B'(n — Do | +

t

T &m)eo(n) + R (n)&(n)eo(n) =

t

1-A

_|_

& (n)eo(n) + R (n)Z(n)eo(n)
(4.52)

= \z(n)&' (n)[r°(n—1)— R*(n— 1)wo] +

El valor esperado de esta expresién es cero como es conocido para el caso ge-
neral, aqui se ha demostrado para n grandes. Continuando con los célculos se
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construye el siguiente producto:

X (n)A™ () (n)[X () AT (n)ao(n)]" =
= {Mz(n)&" (n)[r‘(n — 1) = R*(n — Lwol+
+ (1 =N "'R'E(n)eo(n) + R (n)Z(n)eo(n)}
{Pz(m)E' (n)[r¢(n — 1) — R (n — )wol+
+ (1 =N tR'E(n)eg(n) + R (n)&(n)eo(n)}  (4.53)
Realizando los productos indicados y tomando valor esperado, teniendo en cuen-

ta que R°(n), 7¢(n) y ep(n) son de media cero e independientes del resto de
variables aleatorias, resulta:

ano — )\2VX+0'(2)|: +VR
n—0o

A (4.54)

donde

Vx = E[z(n)Z (n){Vr® + E[R° (n)wow§ R (n)]}&(n)x" (n)] (4.55)
Vr® = E[r®(n)r(n)] (4.56)

a5 = Eleg(n)] (4.57)

Vr = E[R"(n) Rz R* ()] (4.58)

A=R'R;,R (4.59)

De esta forma la expresién (4.49) se puede complementar con (4.54), teniendo
en cuenta también que A ~ 1:

(o) = (1= N2 Loy o

=qo(00) + ge(00)

Tr{BoV R} N Tr{BoVx}
4 4

(4.60)

donde ¢.(c0) tiene toda la dependencia en los estimadores de R y 7 y por
tanto aumentara su valor conforme disminuya la SNR; sin embargo go(cc0) no
dependerd de ella. Para situaciones estacionarias ¢o(occ) decrece como 1/n y
qe(00) como 1/n3. Esto es, el ruido de medicién eg(n) es mds importante que el
ruido de estimacién. Ademads, el término V x se ve afectado por el ruido aditivo
gaussiano (se supone que la variable instrumental se disena de manera que Ry
T NOo se vean).

Los resultados se han dado como una serie perturbativa en (1 — X). Se de-
berian ir haciendo las mismas aproximaciones en todos los términos de (4.44) a
la vez, para agrupar los sumandos que sean del mismo orden en el pardmetro
perturbativo. En el desarrollo que se ha seguido aqui se han tratado por separa-
do la matriz T'(n) primero y después V x,0 despreciando posibles interacciones
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entre ambos factores. Sin embargo, cilculos mas cuidadosos muestran que la
contribucién de cada término es del mismo orden que la aqui dada. Es decir,
el ruido de medicién contribuye como (1 — \), el ruido en los estimadores como
(1 = \)3 y no aparece ningin término en (1 — \)2.

4.2.4 MSD en ambientes ruidosos IT

En este apartado se considerara el efecto del ruido aditivo en la convergencia
del MSD; es el andlisis que se realizd en el apartado anterior pero utilizando
otra aproximacion. A partir de ahora la desviacién en media cuadratica de los
estimadores de los pesos se calculard mediante D(n) = E[Aw?(n)Aw(n)], es
como ¢(n) pero haciendo @ = I por simplificar.

Combinando (4.15) y (4.16) se puede obtener la siguiente expresion:
w(n) =w(n —1)+ T ' (n) X (n)A™" (n)a(n) (4.61)
que desdoblando sus componentes segun sus definiciones respectivas conduce a

w(n) =wln—1) + I‘_l(n){@t(n):ﬁ(n)e (n) + )\:c(n)i:t(n)[z(n —1)—

) N (4.62)
~&(n — Dw(n — 1)]+&" (n)&(n)z (n)[wo — w(n — 1)]}

con la cual se puede construir una ecuacién en diferencias para el vector de error
en los pesos Aw(n) = w(n) — wo,

Aw(n) = [T = AT (n)x(n)& (n)®(n — 1

T ' (n)®' (n)Z(n)x!(n)]Aw(n — 1) + T! z

AT ()2 (n)& (n)z(n — 1) = AT (n)z

Las aproximaciones a utilizar se fundamentan en las condiciones bajo las que

se quieren obtener los resultados. Interesa el MSD en convergencia y en pre-

sencia de ruido de estimacién, por tanto se supone n grande y se incluyen en

el desarrollo los primeros términos que contengan informacién sobre ruido de
estimacién:

I '(n)~(1-)N*RR)™—

3 t 1 t t t —1 (464)

— (1= \*(R'R)"'[R'R‘(n) + R (n)R](R'R)
B(n) ~ %R + R°(n) (4.65)
z(n) ~ T +7°(n) (4.66)

Teniendo en consideracién estas aproximaciones y aplicando promediado directo,
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la ecuacién (4.63) se convierte en:

Aw(n) = N2Aw(n — 1)+ (1 = A\ (R'R)"'R'&(n)eo(n)+
+(1 = A)?*(R'R) "R (n)&(n)eo(n)—
—(1=XM*(R'R)"'[R'R*(n) + R (n)R](R'R) ' R'%(n)eo(n)—
(n)R](R'R) ™" R (n)&(n)eo(n)

)
—(1=X?*R'R)"'[R'R*(n) + R*(n)R
—(1=X’XR'R) 'z(n)&"(n)[R°(n — 1)
+(1=X)’A(R'R)"'[R'R"(n) + R (n )R](RtR) !
()2 (n)[R*(n — Dwo—r°(n —1)]

(4.67)

construyendo a partir de esta expresién el producto escalar Aw?(n)Aw(n), to-
mando valor esperado y despreciando por el momento términos en (1 — \)* se
obtiene:

D(n)=X'D(n—1) + (1 - X)?057 (4.68)

donde sélo los efectos del error de medicién se han incluido. Los términos en
(1 — A)* son los que contienen informacién sobre el ruido de estimacién y se
agruparan bajo los términos V, y £, dando finalmente

D(n) =A'D(n—1)+ (1 =X)2037 + (1 = N)*o5 Ve + (1 = N)*X%  (4.69)
donde las magnitudes involucradas se definen como
4% =Tr{R(R'R)>R'R;; (4.70)

Vi <B[E' ()R () (R R) R ()3 0]~
—2E[# ()R (n)(R'R) '[R'R’ (n) + R" (n) R)(R'R) *R'(n))—
~2E[8 (R ()(R'R) IR () + B )RR R Ra@l+ (471
+E[# (n)R(R'R) '[R'R°(n) + R"(n) R)(R'R) 2

[R'R°(n) + R*'(n)R](R'R) " R'&(n)
& = E[(whR" (n — 1) - r°(n — 1))&(n) (n)(R'R) 2 (n)#' (n)

R'R
R'R

4.72

(R°(n — Dwo —r°(n —1))] (4.72)
Si se considera que A ~ 1 se obtiene un valor en convergencia de
gl Ve e

D(c0) = (1 — )\)ag% +(1- A)Bagz +(1- /\)3% (4.73)

en completa similitud con la expresién (4.60), donde se estudia la misma situa-
cién desde otra aproximacién, si se tienen en cuenta las siguientes relaciones:
¥ e Tr{BgA}, Ve & Tr{BoV R}y & ¢ Tr{BoV x}. Ambos grupos de mag-
nitudes estan definidos teniendo en cuenta los mismos contenidos pero tratados
de distinta manera.
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4.3 Analisis de la convergencia para sistemas no
estacionarios

Al igual que se ha llevado a cabo hasta ahora un anilisis suponiendo que los
coeficientes del filtro wg permanecian constantes en el tiempo, en los préximos
apartados se llevard a cabo un estudio andlogo pero sin esta restriccién. A
partir de ahora los coeficientes del filtro pueden evolucinar temporalmente segun
determina la serie wo(n).

4.3.1 Convergencia en media

El primer punto importante es comprobar que la solucién w(n) dada por
ORIV en cada instante de tiempo sigue de hecho la evoluciéon de los parametros
del filtro wo(n). Esta propiedad es lo que se conoce como capacidad de rastreo.

Para estudiar la capacidad de rastreo se partira de la ecuacién (4.61) en la
cual el vector de error a priori se puede escribir como:

a(n) =v(n) — Xt(n)w(n -1 =

_ (:Et(n)[z(n —1)—®(n—-lwn - 1)]) _
d(n) — ' (n)w(n - 1)
[

= (catm) + i o)

Usando la expresién (4.74) conjuntamente con (4.9) y (4.10) tras un poco de
algebra se llega a:

(4.74)

X(n)A™ ' (n)a(n) =
= ®'(n)Z(n)eo(n) + Ax(n)& (n)[z(n — 1) — ®(n — Dw(n — 1)+  (4.75)
+ @' (n)&(n)z" (n)[wo(n) — w(n - 1)]

En este estudio particular sélo interesa el comportamiento de ORIV cuando los
pardametros incognita cambian segun la serie {wq(n)} (solucién no estacionaria).
Por tanto se van a despreciar el resto de contribuciones, como por ejemplo
el ruido en los estimadores. Ademds, como sélo interesa la convergencia, se
supondran n grandes y es licito suponer que ' *(n) = (1 — X\)2(R'(n)R(n)) !,
z(n) = (1 =X)"tr(n) y ®(n) = (1 — A\)"1R(n). Nétese que ahora, debido a
que los coeficientes del filtro varian con el tiempo, la estadistica de los procesos
involucrados puede ser también variante con el tiempo.
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Calculando el valor esperado de (4.75) se obtiene:

E[X (n)A ™ (n)a(n)] = ﬁRt(n)R(n)[wo(n) — Efw(n - 1]+
A

+m[Rt(n)r(n —1) — R*(n)R(n — 1)E[w(n — 1)]]

(4.76)

Volviendo ahora a la expresién (4.61) y tomando valor esperado teniendo en
cuenta la expresién (4.76) con r(n — 1) reemplazado por R(n — 1)wo(n — 1) se
llega a:

E[lw(n)] = Elw(n — 1)] + A(1 = A)[we(n — 1) — Elw(n — 1)]]+
+(1 = AN)(wo(n) — Elw(n —1)]) = (4.77)
= AElw(n — 1)] 4+ (1 — Nwo(n) + A(1 = Nwgo(n — 1)

donde se ha asumido que [R'(n)R(n)] *R'(n)R(n—1) = I, 0 equivalentemente
que el sistema evoluciona suficientemente lento como para poder hacer esta
aproximacién. La expresién (4.77) es una ecuacién en diferencias que tiene
como solucién particular,

Efuw(2)] = wo(z) — A%wo(z) (4.78)
o equivalentemente
Elw(2)] = wo(z) — A(1 —271) Z Nzl (2) (4.79)
i=0

que se puede reescribir en funcién del tiempo como sigue,

1-X2 &
A

E[lw(n)] = (1 — Nwo(n) + Mg (n — i) (4.80)

i=1

La solucién general de la ecuacién homogénea correspondiente a la ecuacién
(4.77) es E[w(n)], = A*E[w(n)] que tiende a cero para n grandes. El tiempo
de convergencia para la solucién de la parte homogénea se puede definir como
sigue:

E[w(0
E[w(r)] = w = 2rInA = -1 (4.81)
lo cual significa, asumiendo A ~ 1, que
1
= 4.82
ST DY) (482)

Cuanto mayor sea A, més tiempo requiere la solucién en converger a la solucién
particular. A su vez, la solucién particular a tiempo n presenta menos contri-
buciones de tiempos anteriores de wo(n) cuanto menor es A; esto significa que
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un factor de olvido pequefio mejora las capacidades de rastreo. Como ejemplo
supéngase que wo(n) = np donde p es un vector constante. En este caso la
expresion (4.80) implica que w(n) = wo(n — A/(1 — A?)) lo cual quiere decir
que la solucién estacionaria estd retrasada respecto de la solucién verdadera un
tiempo igual a A\/(1 —\?). Téngase en cuenta que se han discutido dos aspectos
distintos: uno es el tiempo que tarda la solucién general de la homogénea en
anularse y el otro es el tiempo de retraso que presenta la solucion estacionaria
respecto a la verdadera.

Como comprobacién de (4.80), si se toma wg(n) = wy se obtiene que
E[w(n)] = wy como ya se dedujo en el andlisis en ambientes estacionarios.

4.3.2 Desviacién en media cuadratica en ambientes no es-
tacionarios

En este apartado se supondra, por razones operativas, que los parametros del
sistema tienen una dependencia temporal lineal, como en el ejemplo precedente:

wo(n) =np (4.83)

Procediendo de igual manera que en el apartado anterior se llega facilmente a
que
Aw(n) = [T — X1 = X)(R'(n)R(n))"'z(n)&' (n)R(n — 1
—(1 =X (R'(n)R(n)) ' R'(n)Z(n)a' (n)]Aw(n — 1)+
+(1=X)(R'(n)R(n)) ' R'(n)Z(n)eo(n)+
+(1 = N (R (n)R(n))~ R (n)&(n)a' (n)p — p

(4.84)

una ecuacion en diferencias no homogénea con un coeficiente aleatorio. Debido
a que A ~ 1 las oscilaciones del coeficiente aleatorio son pequenas y se puede
considerar que se comporta como su valor medio. Es decir, volvemos a recurrir
a la técnica del promediado directo, con lo que la ecuacién anterior se convierte
en

Aw(n) = NXAw(n — 1) + (1 = \)(R'(n)R(n)) 'R (n)&(n)eo(n)—
—[I = (1 = XN)(R'(n)R(n)) "' R (n)&(n)z" (n)lp
Construyendo el producto Aw?(n)Aw(n), tomando valor esperado y teniendo
en cuenta que ep(n) es independiente del resto de variables aletorias y de media
cero, se llega facilmente a que:
D(n) =X'D(n - 1) = 2\’E[Aw’(n — 1)Ap + p'p — 2(1 = N)p'p+
+(1-X2)?0g Tr[R(n) (R’ (n) R(n)) 7R’ (n) Rz (n)]+ (4.86)
+(1-X2)?p'Elz(n)&' (n) R(n)(R'(n)R(n)) "> R' (n)&(n)z" (n)]p
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Antes de continuar es conveniente hacer la siguiente consideracién: tomando
valor esperado en (4.85) se obtiene

E[Aw(n)] = NX’E[Aw(n — 1)] — Ap (4.87)
y para su valor en convergencia

A

E[Aw(c0)] = —mp

(4.88)
Si esta expresién también se considera valida para n grandes (no sélo estricta-
mente en convergencia), se puede aceptar que

Efw(n)] = wo(n) — ﬁp n>>1 (4.89)

de forma que esta solucién tiene un tiempo de retraso asociado igual a

A
Elw =wo(n — 7' = 4.90
[w(n)] = wo(n—7') 7' = (490)
Este tiempo de retraso es el mismo obtenido después del comentario acerca de
la ecuacién (4.82) para este mismo ejemplo, como era de esperar.

Teniendo en cuenta la expresién (4.89), la ecuacién (4.86) se puede reescribir
como

22X+ A2+ 20 -1

D(n) =X*D(n — 1) + p'p+

1— A2 (4.91)
+ (1= X)?033(n) + (1 = X)>p'H(n)p
donde
7(n) = Tr[R(n)(R(n)R(n)) >R (n) Rzz(n)] (4.92)
H(n) = E[z(n)Z' (n) R(n)(R'(n) R(n)) *R'(n)&(n)z" (n)] (4.93)

La matriz H y el escalar ¥ dependen del indice temporal n porque el sistema
no es estacionario. Recuérdese asimismo que esta ecuacién sélo es valida para
n grandes. La ecuacién en diferencias (4.91) converge a

1 pp Tp'p p'Hp

D(OO):WT_'—iT_'—(l_)\)

H>|~Qz

+(1-X) (4.94)
donde se ha considerado que A es muy proximo a uno y se han empleado las
siguientes definiciones:

n—1

H =4(1-)) lim > ONYH(n - i) (4.95)
=0

n—1

— diz _
F=4(1-\ nlgr;oZA (n — 1) (4.96)
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Los sumandos que intervienen en el valor en convergencia se han ordenado en
importancia decreciente. Obsérvese que lo que més influye es la no estaciona-
riedad del sistema en estudio y sin embargo el ruido de medicién ocupa el tercer
lugar. La tunica contribucién que no se ha tenido en cuenta es el ruido de esti-
macién de Ry r que ya se estudio en los apartados 4.2.3 y 4.2.4. Estrictamente
hablando sélo el anélisis llevado a cabo en 4.2.4 es completamente paralelo, en
cuanto a hipétesis, del realizado aqui ya que en el otro apartado se utilizd otro
planteamiento. La equivalencia tedrica y practica entre ambos planteamientos
se demuestra en el apartado 4.5.

4.4 Condiciones optimas para el rastreo

Complementando los aspectos estudiados en la ecuacién (4.73) con los de
la ecuacién (4.94) (ambos estudiados bajo las mismas hipétesis) se puede obte-
ner una ecuacién para el MSD en convergencia que englobe todos los factores
estudiados hasta ahora:

1 t 7 t 25
D(00) =y P 4 S PP (1 0T
1-N2 4 24 4 (4.97)
t 2
+ (1 _ )\)p 'ZIp + (1 _ A)S 0’0‘/64+ fe

Donde a V. y a & hay que darle un tratamiento andlogo al dado a ¥ en la
expresién (4.96) (que se puede considerar como su definicién en ambientes no
estacionarios).

En [MB91] se obtiene un resultado andlogo para RLS: el ruido de medicién
contribuye como (1 — A) y el sumando debido a la no estacionariedad como

(1-X)~2.

Una cuestién importante se plantea al estudiar esta expresion, ;Cudl es el
A 6ptimo que da un D(oo) minimo? Minimizando (4.97) con respecto a A,
suponiendo por sencillez que V, y & son nulos, resulta

1/3
2p'p ]/

Aopt =1 — | 5———— 4.98
p=1- |l (1.99)

A la vista de la cual es interesante discutir tres casos particulares:

1. Cuando la pendiente de la variacién lineal del modelo no estacionario que
se rastrea se hace muy grande, A,,+ decrece.

2. Por el contrario, como ya es conocido, si la pendiente se hace cada vez
més pequena el factor de olvido tiende a la unidad:

lim Aop = 1 (4.99)
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3. Asimismo cuando el ruido de medicién aumenta A,y también tiende a
la unidad, porque se requiere una memoria larga para conseguir buenos
estimadores.

La expresién (4.97) representa el valor en convergencia para el error cua-
dratico medio teniendo en cuenta las dos posibles fuentes de error. La primera,
ecuacion (4.73), incluye el error cuadratico medio debido a que la memoria finita
(A # 1) del algoritmo aumenta la varianza de los estimadores de las magnitudes
implicadas en la resolucién de (4.1). La segunda, ecuacién (4.94), da cuenta
del error cuadréatico medio debido a la estimacién de sistemas no estacionarios.
Se sabe que (4.73) es el MSD en estado estacionario debido a que A # 1. Si
el factor de olvido fuese la unidad se tendria que (1 — \) pasa a ser 1/n y esta
contribucién se anularia para n grandes. Sin embargo (4.94) aparece al tener
que rastrear sistemas no estacionarios (en particular en este caso sistemas con
evolucién temporal lineal) y 16gicamente, para (1 — A) — 1/n divergeria, ya que
si A = 1 se elimina la posibilidad de rastreo. Como se ve, los puntos 1 y 3
anteriores presentan situaciones opuestas, de las cuales (4.98) sopesa ambas y
da la 6ptima. Las implicaciones que acarrea cada caso se entenderan mejor a la
vista de las simulaciones que se presentan méds adelante en esta memoria.

4.5 Equivalencia de las aproximaciones utiliza-
das

En las deducciones realizadas en este capitulo se han empleado dos ecuacio-
nes de partida distintas, en este apartado se comprueba que ambas aproxima-
ciones son equivalentes bajo las hipétesis empleadas.

12 aproximacion

Se parte de (4.15) junto con la definicién de K(n) dada en (4.16) que da
lugar a
wn) =whn —1)+ T ()X ()A™ (n)a(n) (4.100)

Si se le resta wg a ambos miembros queda
Aw(n) = Aw(n — 1) + T~ (n) X (n)A™" (n)a(n) (4.101)
y si ahora se multiplican ambos miembros por T'(n) y se usa (4.8) resulta:
T'(n)Aw(n) = \°T'(n — 1)Aw(n — 1) + X (n)A ' (n)a(n) (4.102)

donde como ya es conocido ag(n) = v(n) — X' (n)wy. Hasta aqui el cilculo
ha sido exacto, es decir, sin aproximaciones. Si ahora se multiplica I‘_l(n) a
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ambos miembros y se supone que ' *(n)T'(n — 1) = I para n grandes, se llega
finalmente a

Aw(n) = X2Aw(n — 1) + T (n) X (n)A™" (n)a(n) (4.103)

que es el punto de partida de los apartados 4.2.2 y 4.2.3.

22 aproximacion

Partiendo de la expresién (4.100) y teniendo en cuenta que

aln) = v(n) - X' (nw(n - 1) =v(n) - X' (m)wo — X' (m)Aw(n — 1) =
=ap(n) — X' (n)Aw(n — 1)

(4.104)
se obtiene:
w(n) = wn — 1)—I‘71(n)X(n)A:1(n)X (n)Aw(n — 1)+ (4.105)
+T7 (n) X (n)A™ " (n)ag(n)
con lo que restando wp a ambos miembros se llega a:
Aw(n) =[I —=T7'(n) X (n)A™"(n) X" (n)]|Aw(n — 1)+ (4.106)

+T () X (n) A (n)exo(n)

Hasta aqui el cdlculo es exacto. Para continuar se recurrird a la técnica del
promediado directo que consiste en sustituir el factor entre corchetes por su
valor medio. Esta aproximacién estd justificada suponiendo que esta canti-
dad aleatoria se desvia poco de su valor medio, con lo que no se comete gran
error. Ademds, si se supone que los componentes que integran este factor son
estadisticamente independientes, lo cual es valido para n grande, es necesario
saber cémo se comportan las siguientes cantidades:

X(n)A ' (n) X (n) =Xx(n)E (n)@(n — 1) + ®'(n)Z(n)z' (n) =

T a0m
1+X :
—>—1 — /\R R
T '(n) E—[>](1 - A*(R'R)! (4.108)
que teniéndolas en cuenta en (4.106) lo convierten en:
Aw(n) = NAw(n — 1)+ T 1 (n) X (n)A ' (n)ap(n) (4.109)

Las ecuaciones (4.103) y (4.109) son idénticas de manera que ambas aproxi-
maciones son equivalentes. La segunda consiste en aplicar promediado directo
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a (4.100), que es el método empleado en los apartados 4.2.4 y 4.3.1. Esto
bésicamente significa que suponer que T™'(n)I'(n — 1) = I (lo cual se cumple
mejor para n grandes ) es equivalente a aplicar la técnica del promediado di-
recto, lo cual es 1égico atendiendo a la propiedad de ergodicidad de las series
involucradas.

En consecuencia, aunque se han obtenido diferentes contribuciones a D(n)
mediante diferentes aproximaciones, ahora no es de extranar que los resultados
sean andlogos.



Capitulo 5

Identificacion ciega de
sistemas MA

Introduccién

Tal y como se ha ido exponiendo en los capitulos anteriores el algoritmo
ORIV es el mds completo y general de los tres presentados, es por ello por lo
que se ha elegido para ser estudiado mediante simulaciones.

Se va a aplicar al problema de la identificacién ciega de modelos de media
mévil (MA), mediante el empleo de ecuaciones que relacionan los coeficientes
del sistema con cumulantes de la salida del mismo.

Todos los aspectos estudiados teéricamente se van a analizar mediante si-
mulaciones incidiendo asimismo en la influencia que el orden de los cumulantes
empleados tiene en los resultados finales y en el proceso de la convergencia. Dos
objetivos se persiguen por tanto en este capitulo:

1. Analizar el comportamiento del algoritmo ORIV de forma que complete
el anélisis tedrico.

2. Estudiar las ventajas de emplear exclusivamente estadistica de alto orden
en la identificacién ciega de sistemas MA.

Las hipétesis bajo las cuales se va a proceder a resolver el problema de la iden-
tificacion ciega se exponen en el apartado 5.1, con ellas se pueden deducir ecua-
ciones que relacionan los coeficientes con los cumulantes de la salida, tarea que

91
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se realizara en el apartado 5.2. La deduccién se harad tanto en el dominio del
tiempo como mediante transformada Z. Posteriormente se detallard cémo se
puede emplear el algoritmo ORIV para resolver las ecuaciones propuestas en el
apartado 5.3, donde se introducird el concepto de ergodicidad. Antes de pro-
ceder a mostrar los resultados experimentales es necesario fijar conceptos tales
como la relacién senal-ruido, el error cuadratico medio, etc. Estos conceptos
se definirdn en el apartado 5.4. Los resultados y el andlisis de las simulaciones
llevadas a cabo en ambientes estacionarios ruidosos se exponen en el aparta-
do 5.5, en el apartado 5.6 se mostrardn y analizardn los resultados obtenidos
en ambientes no estacionarios, donde los coeficientes del sistema experimentan
tanto una evolucién temporal lineal como aleatoria. Finalmente en el apartado
5.7 se complementan los resultados anteriores trabajando en ambientes no esta-
cionarios con ruido, ademas se discute el interesante fendmeno del seguimiento
limite.

5.1 Hipédtesis de partida para la identificacion
ciega

La necesidad de identificar y modelar sistemas mediante un conjunto de
parametros aparece al plantear infinidad de problemas tal y como se puso de
manifiesto en la introduccién general de esta memoria. En la mayoria de las
veces es més que suficiente con modelar el sistema mediante una ley lineal, lo
cual facilita el problema matemaéaticamente hablando enormemente. También
es conocido de capitulos precedentes que un sistema lineal viene perfectamente
definido por su respuesta impulso y por tanto el objetivo primordial de cualquier
identificacién es determinar ésta.

Para evitar problemas indeseables con el modelo obtenido en el proceso de
identificacién, tales como falta de estabilidad del mismo, es usual optar por un
modelo con respuesta impulso finita de orden ¢, donde los parametros que lo
definen son {by, b1, ..., by}, es decir,

z(n) = Z biw(n — 1) (5.1)

también conocido como un modelo de media mévil ( moving average) MA(q),
donde {w(n)} es la secuencia de excitacién del sistema. Esta secuencia es a
veces accesible, al igual que la salida {z(n)}, con lo que la identificacién se lleva
a cabo sin grandes problemas.

Hay, sin embargo, situaciones mas complejas en las que sélo la salida es
conocida y con ella hay que llevar a cabo la identificacién. Mas aiin, muchas
veces ésta se encuentra contaminada con ruido aditivo v(n) y es la salida ruidosa
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y(n) la que ha de emplearse. Téngase en cuenta que
y(n) = z(n) + v(n) (5.2)

Como ya es sabido este nuevo problema recibe el nombre de identificacién cie-
ga y para resolverlo, de aqui en adelante, se tendran en cuenta las siguientes
suposiciones [Rui95]:

A) La secuencia de excitacién del modelo {w(n)} no es accesible y es un pro-
ceso aleatorio no gaussiano de media cero, independiente e idénticamente
distribuido con al menos 0 < |ykw| < 00y 0 < |Yg—1w| < 00 con k > 3,
siendo 7k, el cumulante (para intervalos temporales nulos) de orden k-
ésimo de la variable aleatoria w(n).

B) El ruido aditivo {v(n)} es un proceso gaussiano, blanco o coloreado, in-
dependiente de la sefnal de entrada {w(n)}, y en consecuencia de la salida

{z(n)}.

C) El sistema MA es causal e invariante en el tiempo, posiblemente de fase
no minima, con b, # 0.

Empleando estas hipétesis, en el préximo apartado, se van a obtener ecuaciones
que liguen los cumulantes de la salida del sistema con los pardmetros que lo
determinan. Cada ecuacién que se derive tendrd sus propiedades particulares,
la importancia de las cuales se pondra de manifiesto en posteriores simulaciones.

5.2 Identificacién ciega mediante cumulantes

Ya se ha puesto de manifiesto con anterioridad en esta memoria la idoneidad
de usar cumulantes en vez de momentos. Sus caracteristicas los hacen muy utiles
a la hora de resolver ciertos problemas y para la identificacién ciega no es una
excepcion (véase por ejemplo [CN90], [DLO1], [HOS00], [JK92], [Kai99], [PF91]),
siendo las mds importantes las siguientes [Men91]:

1. Son operadores lineales, de manera que cualquier cumulante de la suma
de dos conjuntos de variables aleatorias independientes equivale a la suma
de ese mismo cumulante de cada una de las variables por separado:

Clz1 +y1, T2 + Y2, 00y Tn + Y] = Clz1, 22, ooy 0] + Cly1,y2, o, yn] (5.3)

2. Los cumulantes de orden mayor que 2 de cualquier proceso gaussiano, de
contenido espectral arbitrario, son nulos.
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3. Los cumulantes llevan informacion sobre la fase del sistema de forma que
pueden identificar sistemas de fase no nimima.

La principal consecuencia de los puntos 1 y 2 es que el cumulante de la salida
contaminada y(n) coincide con el cumulante de la salida sin contaminar x(n)
siempre y cuando el cumulante tenga orden mayor que dos:

Cky(Tl,...,Tk_l) :Ckx(Tla---Tk—l) (5.4)

nétese que las series se suponen estacionarias de orden k por lo que los cumu-
lantes s6lo dependen de las diferencias entre los tiempos estudiados, tal y como
muestra la notacién empleada.

Por tanto, para resolver el problema de la identificacién ciega en la situacién
descrita en los ltimos parrafos lo que queda es encontrar relaciones entre los
cumulantes de la salida del sistema y los coeficientes del modelo MA. Existen
diversas formas de encontrar dichas relaciones, en esta memoria se derivaran
siguiendo dos caminos distintos: mediante el empleo de la transformada Z y
mediante relaciones temporales entre cumulantes.

5.2.1 Obtencién de ecuaciones mediante la transformada
Z

En este apartado se van a encontrar relaciones entre cumulantes de orden k y
k — 1-ésimo. La forma de relacionarlos va a ser mediante combinaciones lineales
de los mismos donde los coeficientes son ciertas funciones de los pardmetros
del modelo. Para obtener tales relaciones se parte ([Rui95], [CRGM95]) de las
siguientes secuencias:

S1(T1, T2y ey Th) = Cha (T1, T2y o Th—1)0(Tk) (5.5)
$2(T1, 72, ey Th) = Clim12(T1, T2, o Th—2) (Th—1) 0 (Tl — Th—2) (5.6)
Tomando transformada Z a ambas igualdades resulta:
51(217225 ey Zk) - Ckm(zla 22y aeny Zkfl) =
= YewB(21)B(22)...B(21-1) B((z1 22.-21-1) ")

So (21,22, ey 2k) = Cr—12(21, 22, oy Zh—22k) =
= Vi 10wB(21)B(22)...B(25_3)B(2121_2) B((2129...21,) 1)

(5.7)

(5.8)

Donde se ha empleado la siguiente expresién debida a Brillinger y a Rosenblatt
[BRG67]:

q
Clka (T1,7'2, ---Tk—l) = Ykw Z bibi—i--rl---bi—',--rk,l (5.9)
i=0
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vélida para el modelo MA(q) definido en la ecuacién (5.1). Combinando a
continuacion las expresiones (5.7) y (5.8) se puede obtener que

YVi—1wB(zkzk—2)B((z122...21) ") Cha (21, 22, ooy 25—1) =

v (5.10)
= YewB(2k—2)B(2k—1)B((z122...25-1) " ) Cr—12(21, 22, ..., Zk—22k)

Tomando la transformada Z inversa de orden k se obtiene la relacién equivalente
en el dominio del tiempo:

a
Vh—1w E bibryt+iCha (1 + 0,72 + 4,0, Th—2 — Tk, Th—1) =
i=0

. (5.11)

= Ykw Z bika72_Tk+ib.,—k71+iCk_1x(7'1 + 4,7+ 0,y Tp—3 — 1, Tk)
i=0
Esta ecuacién general se particularizard a dos casos concretos que serdn los
empleados en las simulaciones posteriores. Como se puede apreciar, conocien-
do los cumulantes de la salida z(n) del modelo MA se pueden determinar los
coeficientes del modelo.

Particularizacién primera. Cumulantes de orden 2 y 3

Si en la expresién (5.11) se hace k = 3, = = 0y 1 = m se obtiene la
siguiente relacién:

Zbk@x m—k)=—"% ZbkC&v m—k,m—k) (5.12)

73wk —0

que tiene sentido cuando —q < m < 2¢q. Es una expresion que relaciona cumu-
lantes de orden 2 y 3 con los pardmetros del sistema, fue obtenida por primera
vez por Giannakis y Mendel [GM89] y por este motivo se le suele conocer como
ecuacién GM.

Particularizaciéon segunda. Cumulantes de orden 3 y 4

Si en la expresién (5.11) se hace k =4, 74y =3 =7 =0y 71 = m se puede
llegar, tras alguna modificacién, a:

Zbk03z (m—k,m—k) = Jaw Zbkc4z (m—k,m—k,m—k) (5.13)
k=0 Vaw =

que relaciona los cumulantes de orden 3 y 4 de la salida del sistema con los
parametros que lo definen. Esta ecuacién fue propuesta de forma independiente
en [Rui95] y [NKSK95].
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5.2.2 Obtencion de ecuaciones en el dominio del tiempo

También es posible obtener una expresién que generaliza la ecuaciones (5.12)
y (5.13) en el dominio del tiempo. Para ello el punto de partida es la ecuacién
de Brillinger-Rosenblatt (5.9), gracias a la cual es posible escribir que

q q
> bFera (0,572,000 — m) = e D OO} bipiom (5.14)
i=0 il

realizando sélamente la sumatoria en i y teniendo en cuenta de nuevo la expre-
sién (5.9) queda:

bres (0,522,0, i —m) = —2 S 51,0, 570,01 —m)  (5.15
Z . m) %sz e ) (5.15)

Renombrando | como i y teniendo en cuenta las simetrias de los cumulantes, se
llega finalmente a la expresién deseada.

q
becm(m—i,““:”, m—i) = ﬁ‘l”w Zbk Lersre(m—i, &) m—1d) (5.16)

A partir de ella es directo obtener la expresién (5.12) haciendo k¥ = 2 y la
expresion (5.13) haciendo k& = 3 (ya derivada en el dominio del tiempo en
[ARBCO02a]).

5.2.3 Caracteristicas de las ecuaciones obtenidas

Las caracteristicas de las expresiones (5.12) y (5.13) se pueden deducir de las
enunciadas para los cumulantes en la pagina 93. Bésicamente se pueden resumir
en dos: inmunidad al ruido gaussiano anadido y capacidad para determinar la
fase del sistema. La inmunidad al ruido se refiere al hecho de que en (5.12) y
(5.13) se pueden sustituir los cumulantes de x(n) por los cumulantes de y(n) tal
y como sugiere la expresién (5.4), por lo que las expresiones a utilizar finalmente
seran:

Zbk@y m — k) w Zbk03y m—k,m —k) (5.17)

k 0

Zbk%y m—k,m — k) = Buw Zbk04y m—k,m—k,m—k) (5.18)
k=0 Tw 1o

La importancia de este resultado radica en que incluso recurriendo a los cumu-
lantes de la salida ruidosa y(n) del sistema, se puede establecer una relacién con
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los coeficientes del sistema, de manera que es posible llevar a cabo la identifi-
cacion sin sesgo. En realidad esto no es totalmente cierto ya que para k = 2 la
expresion (5.4) no es valida y por tanto tampoco es totalmente cierta la ecua-
ci6én (5.17); sin embargo, debido a que en muchas circunstancias el tinico dato
conocido es la salida contaminada por ruido, se aceptard dicha ecuacién (asu-
miendo sus limitaciones) y en las simulaciones posteriores se analizard cémo le
afecta a su falta de inmunidad el ruido aditivo gaussiano.

Sin embargo ambas ecuaciones llevan informacién sobre la fase del sistema
ya que incluyen cumulantes de orden mayor que dos. La ecuacién GM incluye
cumulantes de orden 3 y la expresién (5.18) incluye cumulantes de orden 3 y 4,
por tanto seran perfectamente capaces de identificar sistemas de fase no minima.

La autorfa de la ecuacién de GM parece no tener duda y en la literatura
especializada siempre aparece con ese nombre debido a Giannakis y a Mendel
[GM89]. Sin embargo la autoria de la ecuacién (5.18) no se le puede adjudicar
facilmente a ningilin autor porque se tiene conocimiento de su obtencién tanto
por Ruiz [Rui95] como por Y.J. Na et al. [NKSK95] mediante transformada
7, simultdneamente. La obtencién de la ecuacién con cumulantes de orden 3 y
4 se realizé en [ARBC02a] en el dominio del tiempo y en esta memoria se ha
presentado en la ecuacion (5.16) una expresién obtenida asimismo en el dominio
del tiempo que generaliza tanto ésta como la de GM, ya que relaciona cumulantes
deorden ky k+ 1,V k.

Estas propiedades tedricas deben completarse con las propiedades de sus
estimadores, ya que como es conocido los cumulantes necesarios hay que es-
timarlos ya que no suele ser habitual conocer perfectamente la estadistica de
las series involucradas. Este segundo conjunto de propiedades se discutird méas
adelante en lo referente al andlisis de los resultados de las simulaciones.

5.3 Resolucién mediante el algoritmo ORIV

Una vez obtenidas las ecuaciones necesarias para identificar de forma ciega
los sistemas MA, que son el culmen y resumen de un conjunto de hipdtesis y
decisiones sobre las herramientas a utilizar, es necesario dar un paso més y elegir
la forma de resolver dichas ecuaciones.

Los métodos que trabajan con lotes de datos suelen dar resultados mads
exactos, pero son poco utiles en situaciones donde el sistema, evolucione con el
tiempo porque resolver las ecuaciones para cada instante de tiempo requiere gran
carga computacional. Para ese tipo de situaciones se disenaron los algoritmos
adaptativos y con ellos se resolveran las ecuaciones presentadas anteriormente.
En particular, de los tres algoritmos estudiado, RLS, RIV y ORIV se elegird
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este tltimo por dos motivos:

1. Su formalismo permite el uso de una variable instrumental, necesaria como
se verd un poco mas adelante para resolver ecuaciones que involucren
estadistica de alto orden.

2. Permite tratar mayor cantidad de informacién ya que es capaz de resolver
sistemas de ecuaciones sobredeterminados.

También se han desarrollado algoritmos ORIV rapidos [BSN00]. En los préximos
apartados se detalla como es posible adaptar el algoritmo ORIV para resolver
ecuaciones del tipo de (5.17) y (5.18), para ello es necesario conocer cé6mo se
estiman los momentos y cumulantes recurriendo a la ergodicidad.

5.3.1 Ergodicidad

Tal y como se ha afirmado antes es necesario recurrir a estimadores de los
cumulantes. Como es habitual estos se calculardn mediante promedios tempo-
rales porque la serie y(n) se supondré ergédica. Una serie de variables aleatorias
se dird que es ergddica cuando los promedios llevados a cabo en las distintas
variables de la serie coincidan con promedios en realizaciones. Como ejemplo
supongase que se quiere calcular el siguiente valor esperado E[s; s2] donde s y s9
son dos variables aleatorias pertenecientes a una serie dada por {s1, $2, ..., SN}
Supdngase ademds que se dispone de una realizacion de dicha serie dada por
{r1,72,...,7n}. Seguin la propiedad de ergodicidad, se puede aproximar

N
1
E[Slsg] = m Zrﬂ'i_l (519)
=2

Para el caso més concreto que ahora nos ocupa, el indice utilizado en las series
con las que se trabaja es el tiempo, por lo que la propiedad de ergodicidad se
traduce ahora en afirmar que los promedios temporales igualan a promedios
en realizaciones. De todas formas esta equivalencia se da completamente sélo
en el caso de que se conozcan infinitas muestras temporales; como esto no es
posible, en la prictica mediante promedios temporales no se consigue mas que
estimadores de los promedios en realizaciones. Es decir, sélo es posible estimar
los momentos de las series aleatorias involucradas. De forma genérica, si se
conocen L datos de la salida del sistema {y(1),y(2),...,y(L)}, los momentos de
orden k se estiman mediante la siguiente expresion:

1

L
My (T1, T2y ooy Th—1) = 7 Z y(@)y(i 4+ m)y(i + 172) ...y + Th—1) (5.20)
=0
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El simbolo ~ se ha incluido para indicar que es un estimador. A partir de los
momentos se pueden estimar los cumulantes segiin su definicién.

Téngase en cuenta que si una serie es ergédica entonces también es estacio-
naria (desde el punto de vista estadistico): si la serie no es estacionaria tiene
poco sentido utilizar, por ejemplo, las parejas y(1)y(2) y y(14)y(15) para es-
timar el valor esperado E[y;y2]. De todas formas, catalogar a una serie como
estacionaria depende del intervalo de observacién. Si la estadistica de una serie
cambia poco con el tiempo y el intervalo no es muy grande, esta serie se puede
suponer como estacionaria.

Estimacién adaptativa de momentos

En el caso de procesos no estacionarios la argucia usada méas cominmente
es la introduccién de un factor de olvido (forgetting factor), notado en esta
memoria por A, que dé menos peso a las muestras mas antiguas y mayor a las
nuevas. Por ejemplo, para la varianza de la serie {y(n)} se puede proponer:

5%(n) = Z P 0)) (5.21)

En esta idea se basa también ORIV para estimar los cumulantes de tercer y
cuarto orden, mediante las definiciones (4.2) y (4.3) teniendo en cuenta (5.31)
y (5.37) segin la ecuacién a resolver.

Serfa conveniente introducirle algin tipo de normalizacién' al estimador
anterior. Se propone la siguiente: suponiendo que se trabaja en un entorno
estacionario y tomando valor esperado resulta que (5.21) se convierte en:

~ n—i 1—A"
E[g(n)] =) A"lol = — o (5.22)

Por lo que parece natural definir el estimador de la siguiente manera:

1-) «— ;
52 — n—i, 2(:
6°(n) = T ;Zl A"y % (1) (5.23)

Por su utilidad es conveniente derivar su ecuacién de actualizacién, obtenida sin
dificultad:

1-A" 1
~2 _ ~2
6°(n+1)=——=X\o (n)-|-1_>\n_i_1

= 1ot (1=Ny*(n+1) (5.24)

I Esta normalizacién aparece en el cuerpo de ORIV y sélo es necesario introducirla para
calcular la varianza en (5.37). En el resto de valores esperados no hace falta introducirla
porque se trabaja con igualdades entre ellos y por tanto la normalizacién no influye.
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Como el factor de olvido estd comprendido entre 0 y 1, si se considera n >> 1,
la ecuacién de actualizacién anterior se reduce a:

*(n+1) =x6%*(n) + (1 = Ny’ (n+ 1) (5.25)

En [FP89] se propone la utilizacién de (5.25), mientras que en esta Memoria
se propone la actualizacién dada en (5.24) ya que es més exacta. Posteriormente
se verd la diferencia de comportamiento entre ambos casos.

5.3.2 Aplicando ORIV a ecualizacién ciega

Una vez determinado cémo se estimardn los cumulantes se puede proceder
a detallar cémo se pueden resolver las ecuaciones (5.17) y (5.18) mediante el
algoritmo ORIV. Comencemos por la primera de ellas.

Para centrar ideas se puede afirmar que en la ecuacién (5.17) aparecen ele-
mentos que se pueden englobar dentro de tres clases distintas:

1. Estadistica de la salida del sistema, es decir, cumulantes diagonales de
orden 2 y 3 de la serie {y(n)}.

2. Estadistica de la excitacién del modelo, en particular los cumulantes para
intervalos temporales nulos de orden 2 y 3 de la serie {w(n)}.

3. Los parametros que definen al sistema, que aparecen en diversas formas
funcionales no lineales.

De estos tres grupos sélo se puede tener acceso directo al primero de ellos, ya
que sélo se conoce la salida (contaminada) del sistema y con ella se pueden
estimar los cumulantes correspondientes. De forma que los otros dos grupos
constituyen las incégnitas del problema.

En principio el conjunto de las incégnitas es {02, 3w, b1, ..., by}, recuérdese
que bg = 1. Pero si se quiere resolver mediante ORIV se estd en la obligacién
de expresar la ecuacion en forma de una ecuacién matricial y por tanto debe ser
lineal en las incégnitas. Una forma de conseguir esto es reescribir la ecuacién
(5.17) tal y como sigue:

& (n)w(n) = z(n) (5.26)

donde se define:
B(n) = (B1(n) | s(n)) (5.27)
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é3(—q;n) 0 0
és(—q+1L;n)  é(—gn) ... 0
®,(n) = éa(:m) blg—Tin) .. Ea(0im) 3¢g+1xqg+1
0 .
0 ... é3(gyn)
0 0
e (—q;m) 0
G(—q+1Ln) é(-gn) ... 0
®>(n) = 3g+1xq
éa(q;m) ea(g—1in) ... &(1;n)
(5.28)
2 2 0'2
w(n) = (e(n), ebi(n), ..., eby(n), —=bi(n), ..., —bq(n))t ¢ = VTM (5.29)
z(n) = (e2(—q;n), é2(—q + 1;n), ..., é2(g; 1), 0, ..., 0)" (5.30)

Donde la notacién utilizada ha sido que ¢ (m;n) es el estimador del cumulante
diagonal cgy (m, m, LB m) empleando n datos, o equivalentemente, a tiem-
po n. Como las magnitudes conocidas dependen de n también lo haran las
incégnitas y asi se ha indicado.

Hay que resaltar que las incégnitas son funciones no lineales de los pardmetros
del sistema, pero este es el precio que hay que pagar por expresarlas en forma
matricial. Seria posible resolver las ecuaciones teniendo en cuenta estas depen-
dencia, pero entonces la matematica se complicaria enormemente.

Para resolver el problema, por tanto, lo primero que se podria intentar es,
una vez obtenidas n muestras de la serie de salida (contaminada) y(n) calcular
los cumulantes de segundo y tercer orden necesarios, con ellos construir la matriz
®(n) y el vector z(n) y resolver la ecuacién matricial correspondiente calculan-
do la pseudoinversa. Sin embargo este método no hace uso de la estructura
particular de la matriz ni del vector.

Una forma sencilla de estimar los cumulantes necesarios es definiendo las
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siguientes cantidades:

&(n) = [y(n),...,y(n — 3¢)]"
z(n) =[y>(n—q),...y°(n — 2¢)|y(n — g — 1), ...,y(n — 2¢)]" (5.31)
d(n) =y(n —q)

y notando que, con ellas, la matriz ®(n) definida en (4.2) coincide con la ma-
triz ®(n) aqui definida y que, analogamente, el vector z(n) definido en (4.3)
coincide con el vector z(n) definido aqui. Esto implica que ORIV, dado en la
tabla 4.1 y utilizando las definiciones de (5.31), es capaz de resolver la ecuacién
(5.26). Debido a las propiedades ya conocidas de ORIV la resolucién implicara
un ahorro computacional con respecto a una inversién matricial convencional,
ademds de que con la llegada de una nueva muestra de la salida y(n + 1), no
es necesario volver a estimar de nuevo la matriz y repetir el proceso sino que el
mismo ORIV se encarga de actualizar los estimadores w(n). Una vez obtenidos
los estimadores w(n) se pueden obtener los estimadores de los pesos del filtro
utilizando la expresién (5.29).

También hay que resaltar que aunque la matriz ®(n) tenga en teoria ele-
mentos que son nulos, cuando se estiman esos elementos no serdn exactamente
igual a cero puesto que tomaran el valor de un estimador de un cumulante que
debe ser nulo. Este efecto tendra influencias cada vez menores conforme més
datos se conocen y aumenta la calidad de los estimadores.

Una discusién parecida se puede realizar para la resolucién de la ecuacion
(5.18) que relaciona cumulantes de tercer y cuarto orden con los parametros del
sistema. Se puede escribir en forma de una ecuacién matricial:

& (n)w(n) = z(n) (5.32)

donde se define:

B(n) = (B1(n) | s(n)) (5.33)
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éa(—q;n) 0 0
éi(=g+1Ln) cl-gn) ... 0
B = Ggn)  alg-tn) .. o) | STIXaF]
0 .
0 éa(g;n)
0 0
CB(‘QQ”) . 0
és(—q+1;n)  és(—q;n) 0
| ] e
¢s(q;n) és(g—1;n) ... é3(1yn)
0 .. e3(g—1;m)
(5.34)
V3w
w(n) = (e(n), B (), s By(n), =B (n), s H())" €= 2 (5.35)
z(n) = (é3(—q;n), é3(—q + 1;n), ..., é3(g; n), 0, ..., 0)F (5.36)

Y puede ser resuelta mediante ORIV si los vectores de entrada, instrumental y
respuesta deseada se definen como:

&(n) = [y(n), ., y(n — 3q)]"

z(n) = [y’ (n = q), . y* (n = 2¢)|y*(n — ¢ = 1),...,y*(n — 2¢)]'~
—36%(n)[y(n —q), ...,y(n — 2¢)0, ..., 0"

d(n) =y*(n —q)

donde 62(n) es un estimador de la varianza de la serie de salida y(n).

(5.37)

En definitiva, las ecuaciones (5.17) y (5.18) junto con el algoritmo ORIV
constituyen dos métodos de identificacion ciega y adaptativa de sistemas MA,
de aqui en adelante se designardn por ORIV-C2C3 y ORIV-C3C4 respectiva-
mente; propuestos, aunque no analizados, en [FP89] y [KJYS97]. De dichos
métodos se conoce el comportamiento teérico de ORIV y el comportamiento
tedrico de los estimadores de los cumulantes que aparecen en las ecuaciones
(5.17) y (5.18), lo cual da el comportamiento tedrico global del método. Este
comportamiento esperado se constatara mediante simulaciones [ARBC02b] en
los préximos apartados.
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5.4 Introduccién al analisis experimental reali-
zado

Una vez aclarados todos los aspectos tedricos del problema se hace necesario
comprobarlos mediante simulaciones [RABC00]. Tanto el sistema a identificar
como la salida del mismo y el resto de elementos se han generado mediante un
ordenador personal, siguiendo las directrices especificadas en los siguientes apar-
tados. Esta forma de actuar permite controlar perfectamente los parametros del
sistema de forma que se facilita en gran medida su anélisis posterior.

5.4.1 Aspectos generales de los modelos a identificar

Los sistemas bajo estudio se modelan como sistemas MA(q) excitados me-
diante una serie {w(n)} segin la expresién que se reproduce a continuacién por
comodidad:

z(n) = Z biw(n — 1) (5.38)

donde los pardmetros {by, ..., by} son especificos de cada caso particular a estu-
diar y se determinardn en su momento. Asimismo, y como es conocido, en la
situacién mas general posible la salida estard contaminada con ruido v(n), de
forma que los datos accesibles son

y(n) = z(n) + v(n) (5.39)

Las caracteristicas comunes a todos los casos a estudiar son:

1. El proceso {w(n)} es i.i.d con FDP exponencial de media nula, varianza
unidad, factor de asimetria 2 y curtosis 6.

2. El ruido aditivo {v(n)} se obtiene filtrando ruido gaussiano blanco por un
filtro ARMA definido por AR=[1 —2.2 1.77 —0.52] y MA=[1 —1.25].

3. Los coeficientes {bo, ..., by} son todos reales con by = 1.

5.4.2 Algunos conceptos ttiles

Para fijar ideas y la notacién, en las siguientes lineas se definen algunos
conceptos que seran necesarios tanto para especificar completamente el sistema
y el ambiente, como para estudiar el comportamiento de los métodos.



5.4. INTRODUCCION AL ANALISIS EXPERIMENTAL REALIZADO 105

Relacién senal ruido

La relacién sefial ruido o SNR (signal to noise ratio), se define como el
cociente entre la potencia de la salida z(n) del sistema lineal y la potencia del
ruido v(n) anadido, en decibelios:

o2
SNR = 10log — (5.40)
ag

v

A menor SNR mayor es la importancia del ruido aditivo.

Error cuadratico medio

El error cuadritico medio MSE (mean square error) permite medir la bon-
dad de los estimadores obtenidos mediante los métodos bajo estudio. En esta
memoria se definird como la desviacién en media cuadratica de los vectores
incégnita respecto a sus valores verdaderos, también incluyen un término por
motivos de normalizacion:

El(w(n) — wo)"(w(n) — wo)] _

MSE(n) =

whwy
5.41
= i (w") (1) — wo)" (w'™) (n) — wo) (5.41)
N, —~ wiwo

En este caso el valor esperado se ha sustituido por un promedio en las N, realiza-
ciones disponibles. Téngase en cuenta que el superindice r indica la realizacién
correspondiente.

Para los métodos ORIV-C3C4 y ORIV-C2C3 los vectores de incégnitas ver-
daderos son, respectivamente, los siguientes:

wo = [e, b7, ...,ebg, b2, ..., —bg]t e = 3w (5.42)
Yaw
o2

wo = [€,€by, ..., €by, —b7, ..., —bg]t €= 7—“} (5.43)
3w

Como se puede apreciar en las definiciones respectivas, el MSE coincide con
D(n) y g(n) salvo normalizacién o reescalado de componentes. En lo que sigue
no se distinguirdn unos de otros.

Curva de aprendizaje

Como se aprecia en la definicién (5.41) el error cuadratico medio depende
del tiempo, ya que se dispone de un estimador para cada instante de tiempo. A
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la representacion del MSE en funcién de n se le conoce como curva de aprendi-
zaje y es algo caracteristico de los algoritmos adaptativos. Como se sabe de los
capitulos respectivos al andlisis tedrico presenta una primera parte de conver-
gencia hacia un valor estacionario (steady state) y luego una parte horizontal
relativa a dicho valor de convergencia. El tiempo que tarda en converger al
estado estacionario se conoce como tiempo de convergencia, aunque no debe
confundirse con la capacidad que tiene un algoritmo adaptativo para seguir la
evolucién dindmica del sistema a identificar. La convergencia es una propiedad
transitoria y el rastreo es estacionaria una vez acabada la primera. Un algoritmo
puede tener un tiempo de convergencia muy pequeno pero rastrear muy mal los
sistemas.

Tipos de estimadores de los filtros

El método ORIV-C2C3 da estimadores del vector (5.43) con lo que a partir
de él se pueden obtener dos estimadores distintos de los pesos del filtro, dados
respectivamente por:

Eg”(n)z% i=1.q (5.44)
b\ (n) = signo{b" (n)}/~wirgr1(n) i=1.gq (5.45)

De forma andloga se pueden obtener dos estimadores de los pesos del filtro
mediante el método ORIV-C3C4 y recurriendo a (5.42):

7(1) . 2(2) wipi(n) .
b, (n) = signo{b,”’ (n) “wr(n) i=1.q (5.46)
b (n) = {/~wirgs1(n) i=1.q (5.47)

5.5 Los métodos ORIV-C2C3 y ORIV-C3C4 en
ambientes estacionarios ruidosos

En este apartado se van a llevar a cabo una serie de simulaciones con el fin de
estudiar el comportamiento de los métodos ORIV-C2C3 y ORIV-C3C4 en am-
bientes estacionarios ruidosos. En estas simulaciones se supondré que los pesos
del filtro no cambian con el tiempo y que se cuenta con 5000 muestras (ruidosas)
de la salida del mismo. Se han generado 1000 series distintas (realizaciones) y
con ellas se ha llevado a cabo la identificacién. Los resultados que se muestran
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son promediados de ella, y también se ha calculado la desviacién estandar de
los mismos. Ademads se han estudiado diversas relaciones senial ruido: 20, 10, 5,
0, -5y —10 dB.

En lo que respecta a los pardmetros que quedan libres del algoritmo en si se
han elegido de la siguiente manera. Se ha optado por una inicializacién exacta,
de forma que las matrices y vectores iniciales se calculan con un tratamiento por
lotes conocidos los 3¢ + 1 primeros datos y el vector incégnita inicial se calcula
mediante minimos cuadrados a partir de ellos. Por otro lado, ya que se trabaja
en un ambiente estacionario se ha fijado el factor de olvido como la unidad con
el fin de minimizar los efectos del ruido de medicién y estimacién en la mayor
medida posible.

5.5.1 Resultados de las simulaciones

Para estas condiciones de trabajo se han estudiado 5 modelos diferentes,
tomados de [Nan94], que se detallan a continuacién:

Modelo ER1

Como primer modelo se considera un modelo MA de fase minima y parametros
MA=[1 -0.8]. La media de los estimadores a tiempo n = 5000 se muestran
en las tablas 5.1 y 5.2 para los métodos ORIV-C2C3 y ORIV-C3C4 junto con
su desviacion estandar. Aparecen tanto los estimadores tipo 1 como los tipo 2.

Asimismo, y dada la importancia de una curva de aprendizaje para un al-
goritmo adaptativo, en las graficas 5.1 y 5.2 se representan para ORIV-C2C3 y
ORIV-C3C4 respectivamente.

La equivalencia entre simbolo y SNR en las graficas anteriores es la siguiente:
¢ SNR=20dB

O SNR=10dB

X SNR=5dB

+ SNR=0dB

* SNR= -5dB

- SNR=-10dB

Tipo 1 Tipo 2
SNR (dB) b1 var b1 b1 var b1

20 -0.787 | 0.031 | -0.799 | 0.023
10 -0.732 | 0.042 | -0.784 | 0.028
) -0.933 | 0.128 | -0.580 | 0.043
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0 0.437 | 139.606 | 0.000 | 0.663
-5 4.960 | 40.505 | 0.000 | 0.229
-10 2.747 | 27.990 | 0.202 | 0.967

Tabla 5.1 Media y varianza de los estimadores. ORIV-C2C3, modelo ER1

Tipo 1 Tipo 2
SNR (dB) b1 var bl b1 var bl
20 -0.798 | 0.023 | -0.796 | 0.035
10 -0.797 | 0.030 | -0.797 | 0.042
) -0.796 | 0.041 | -0.793 | 0.063
0 -0.789 | 0.113 | -0.779 | 0.129
-5 -0.297 | 1.288 | -0.504 | 0.571
-10 0.129 | 1.599 | 0.067 | 0.898

Tabla 5.2 Media y varianza de los estimadores. ORIV-C3C/, modelo ER1

Modelo ER2

Se analiza ahora el modelo MA=[1 — 1.25] que es de fase no minima. La
media y varianza de los 1000 estimadores obtenidos se presentan en las tablas
5.3y 5.4 para los métodos ORIV-C2C3 y ORIV-C3C4 respectivamente. Ademaés
en las graficas 5.3 y 5.4 se representan las curvas de aprendizaje respectivas de
los métodos mencionados.

Tipo 1 Tipo 2

SNR (dB) bl var b1 b1 var bl
20 -1.271 0.047 | -1.250 | 0.036

10 -1.621 0.115 | -1.181 | 0.036

) -11.014 | 325.968 | 0.436 | 0.618

0 0.390 0.191 0.000 | 0.068

-5 0.419 0.220 0.000 | 0.190

-10 1.519 14.154 | 0.157 | 0.888

Tabla 5.3 Media y varianza de los estimadores. ORIV-C2C3, modelo ER2
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Tipo 1 Tipo 2

SNR (dB) b1 var bl b1 var bl
20 -1.250 | 0.035 | -1.250 | 0.053

10 -1.250 | 0.048 | -1.250 | 0.067

) -1.270 | 0.074 | -1.230 | 0.100

0 -1.450 | 1.230 | -1.100 | 0.237

-9 -0.763 | 2.440 | -0.480 | 0.648
-10 -0.017 | 2.160 | 0.034 | 0.815
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Tabla 5.4 Media y varianza de los estimadores. ORIV-C38C/, modelo ER2

Modelo ER3

El modelo tercero se corresponde con un modelo MA de orden 2 dado por
los parametros MA=[1
para modelos anteriores se presenta la media y varianza de los estimadores, en
la tabla 5.5 para ORIV-C2C3 y en la tabla 5.6 para el método ORIV-C3C4.
Asimismo se representa la curva de aprendizaje en las graficas 5.5 y 5.6 para
estos mismos métodos.

—1.1314 0.6400] que es de fase minima. Al igual que

Estimadores tipo 1 Estimadores tipo 2
SNR b1 b2 var bl var b2 b1 bg var b1 var b2
20 | -1.048 | 0.671 | 0.051 | 0.060 | -1.126 | 0.626 | 0.036 | 0.057
10 | -0.706 | 0.938 | 0.101 | 0.092 | -1.021 | 0.381 | 0.051 | 0.182
) -1.015 | 1.603 | 0.783 | 0.678 | -0.701 | 0.012 | 0.089 | 0.224
0 -1.386 | 2.339 | 32.081 | 34.660 | -0.089 | 0.008 | 0.382 | 0.773
-5 0.400 | 0.752 | 6.340 | 10.233 | 0.069 | 0.251 | 0.834 | 0.517
-10 | -0.051 | 0.172 | 14.166 | 17.574 | 0.049 | 0.290 | 1.015 | 0.755

Tabla 5.5 Media y varianza de los estimadores. ORIV-C2C3, modelo ERS3

Estimadores tipo 1 Estimadores tipo 2
SNR bl b2 var bl var b2 bl b2 var bl var b2
20 | -1.129 | 0.541 | 0.045 | 0.336 | -1.135 | 0.563 | 0.058 | 0.286
10 | -1.128 | 0.429 | 0.065 | 0.464 | -1.136 | 0.510 | 0.079 | 0.418
5 -1.086 | 0.277 | 0.211 | 0.556 | -1.116 | 0.519 | 0.149 | 0.539
0 -0.707 | 0.212 | 1.052 | 0.987 | -0.813 | 0.730 | 0.494 | 0.559
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-5 | -0.249 | 0.368 | 2.436 | 2.171 | -0.353 | 0.573 | 0.739 | 0.645
-10 | -0.233 | 0.289 | 1.879 | 2.013 | -0.525 | 0.258 | 0.708 | 0.771

Tabla 5.6 Media y varianza de los estimadores. ORIV-C3C/, modelo ERS3

Modelo ER4

El modelo ER4 también se ocupa de un modelo MA de orden 2 con co-

eficientes MA= [1 — 2.333 0.667] pero esta vez de fase no minima. Para

el método ORIV-C2C3 se presentan los estimadores en la tabla 5.7 y para el
método ORIV-C3C4 en la tabla 5.8. Las curvas de aprendizaje asociadas se
representan en las graficas 5.7 y 5.8 para ORIV-C2C3 y ORIV-C3CA4.

Estimadores tipo 1 Estimadores tipo 2
SNR b1 bg var bl var bg bl bg var bl var bg
20 | -2.715 | 0.596 | 0.291 0.189 | -2.218 | 0.719 | 0.185 0.
10 1.381 | 0.567 | 0.628 0.263 | 1.089 | 0.671 | 0.127 | 0.186
) -0.013 | 0.208 | 0.222 0.263 | 0.039 | 0.222 | 0.461 | 0.448
0 -0.481 | 0.533 | 0.185 0.117 | 0.000 | 0.686 | 0.156 | 0.184
-5 -0.948 | 0.603 | 0.455 0.133 | 0.000 | 0.909 | 0.297 | 0.089
-10 | -8.641 | 1.187 | 204.839 | 15.725 | 0.003 | 0.708 | 0.625 | 0.627

Tabla 5.7 Media y varianza de estimadores. ORIV-C2C3, modelo ER/

Estimadores tipo 1 Estimadores tipo 2
SNR b1 bg var bl var b2 bl bg var bl var b2
20 | -1.926 | -0.037 | 4.671 | 2.350 | -0.952 | 0.125 | 1.335 | 0.938
10 | -1.513 | 0.285 | 6.748 | 2.604 | -0.805 | 0.268 | 1.296 | 0.934
) -0.648 | 0.543 | 3.282 | 1.898 | -0.661 | 0.397 | 1.112 | 0.873
0 -0.211 | 0.754 | 2.600 | 1.944 | -0.600 | 0.402 | 0.871 | 0.853
-5 -0.090 | 0.700 | 2.110 | 1.253 | -0.733 | 0.500 | 0.559 | 0.684
-10 | -0.053 | 0.501 | 1.731 | 1.706 | -0.518 | 0.398 | 0.733 | 0.688

Tabla 5.8 Media y varianza de estimadores. ORIV-C3C4, modelo ER/
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Modelo ER5

El dltimo modelo es un modelo MA de orden 3 de fase no minima y con
coeficientes MA=[1 —0.9 0.385 —0.771]. Las tablas 5.9 y 5.10 contienen los
estimadores, tipo 1 y 2 respectivamente, del método ORIV-C2C3 y las tablas
5.11y 5.12 las del método ORIV-C3C4. Por otro lado las curvas de aprendizaje
se muestran en las graficas 5.9 y 5.10.

SNR (dB) bl b2 b3 var b1 var b2 var b3
20 -0.912 | 0.301 | -0.754 | 0.113 0.123 | 0.066

10 -1.368 | -0.109 | -0.669 | 0.172 0.175 | 0.083

5 -2.958 | -0.957 | -1.069 | 1.055 0.529 | 0.341

0 -2.238 | -0.180 | -1.008 | 144.330 | 38.776 | 42.881

-5 0.689 | -0.672 | -1.421 | 58.744 | 40.570 | 40.029
-10 -0.541 | -0.126 | -0.211 | 20.797 | 11.560 | 25.179

Tabla 5.9 Media y varianza de estimadores tipo 1. ORIV-C2C3, modelo ER5

SNR (dB) bl b2 b3 var bl var b2 var b3
20 -0.900 | 0.271 | -0.724 | 0.067 | 0.181 | 0.055

10 -0.814 | 0.000 | -0.332 | 0.080 | 0.575 | 0.172

) -0.731 | 0.000 | -0.077 | 0.122 | 0.249 | 0.244

0 -0.117 | 0.000 | -0.041 | 0.502 | 0.936 | 0.539

-5 0.000 | 0.003 | -0.167 | 0.649 | 0.917 | 0.883
-10 -0.013 | 0.039 | -0.132 | 0.913 | 0.851 | 0.901

Tabla 5.10 Media y varianza de estimadores tipo 2.

ORIV-C2C3, modelo

ER5

SNR (dB) bl b2 b3 var bl var bg var b3
20 -0.900 | 0.040 | -0.761 | 0.078 | 0.414 | 0.112

10 -0.884 | 0.053 | -0.750 | 0.106 | 0.419 | 0.187

) -0.813 | 0.038 | -0.629 | 0.224 | 0.471 | 0.457

0 -0.516 | 0.027 | -0.184 | 0.533 | 0.726 | 0.812

-5 -0.192 | 0.044 | -0.006 | 1.585 | 1.798 | 1.962
-10 -0.243 | -0.067 | 0.253 | 1.448 | 1.724 | 1.574
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Tabla 5.11 Media y varianza de estimadores tipo 1.

ORIV-C3C4, modelo

ER5

SNR (dB) bl bg b3 var bl var b2 var b3
20 -0.891 | 0.134 | -0.750 | 0.075 | 0.442 | 0.105

10 -0.903 | 0.148 | -0.730 | 0.091 | 0.494 | 0.155

) -0.930 | 0.183 | -0.624 | 0.135 | 0.597 | 0.346

0 -0.943 | 0.264 | -0.256 | 0.305 | 0.717 | 0.631

-9 -0.516 | 0.165 | -0.012 | 0.677 | 0.739 | 0.691
-10 -0.531 | -0.146 | 0.227 | 0.665 | 0.736 | 0.710

Tabla 5.12 Media y varianza de estimadores tipo 2.
ER5

ORIV-C3C4, modelo
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5.5.2 Analisis de las simulaciones

De los resultados numéricos y gréficos presentados en los apartados anterio-
res se pueden extraer consecuencias referentes a distintos puntos y aspectos del
problema. Estos puntos se comentan a continuacién.

Informacion sobre la fase

En las simulaciones precedentes se verifica un hecho que se esperaba desde
el punto de vista tedrico: tanto ORIV-C2C3 como ORIV-C3C4 identifican sin
problemas sistemas de fase no minima, véase por ejemplo el modelo ER2, ya
que contienen estadistica de orden 3 o superior. Todos los algoritmos basados
en estadistica de segundo orden hubieran confundido el modelo [1 — 1.25] con
su equivalente de fase minima [1 — 0.8], ya que dichos algoritmos no llevan
informacién de la fase. Por equivalente se entiende aquel que tiene el mismo
espectro de potencia pero distinta respuesta en fase. Se obtiene por inversion
y complejo conjugando los ceros de la funcién de transferencia. Los ceros de la
funcién de transferencia del modelo [I — 0.8] se muestran en la figura 5.11 y
para [1 —1.25] en 5.12 mediante un pequefio circulo.

Analisis del estado estacionario

En general, los estimadores tipo 1 presentan mayor varianza que los tipo 2, ya
que para obtenerlos hay que dividir por el estimador de € que viene acompanado
de su correspondiente error.

Otra causa del aumento de la varianza de los estimadores de los pesos es
la disminucién de la SNR. Teniendo en cuenta la descomposicién utilizada en
(4.25) y (4.26) para la matriz ®(n) y el vector z(n):

Rim

®(n) ~ 75 + RS, (n)
Tz e
2(n) ~ 775+ ()

y que al aumentar el ruido aditivo los estimadores de esta matriz y este vector
aumentan su varianza, resulta que las componentes R _(n) y r%,(n) tienen mas
importancia. Transladdndolo a la ecuacién (4.60), implica que al disminuir la
SNR, aumenta el MSE(cc). Recuérdese que aqui se identifica el MSE(n) con el
q(n) y el D(n) del capitulo 4 por mantener la notacién empleada en la literatura
[Hay96], [Swa96].

Esto implica, para ORIV-C3C4, que la inmunidad tedrica que se preveia
ante el ruido gaussiano no se da en la préactica. Esto es debido a que no se
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dispone de los cumulantes verdaderos sino de estimadores de los mismos. Estos
estimadores de los cumulantes, al menos para un numero de datos finito, si son
sensibles al ruido gaussiano.

Es de resaltar que la influencia de la SNR en ORIV-C3C4 es mucho menor
que para ORIV-C2C3, tanto en la varianza como en el sesgo. Inspeccidénese
por ejemplo las tablas 5.2 y 5.1. De la primera se desprende que ORIV-C3C4
presenta un resultado aceptable, en varianza y en sesgo, hasta los 0 dB. Sin
embargo, de la segunda, se concluye que ORIV-C2C3 empieza a fallar ya casi
a los 10 dB y falla claramente a los 5 dB. Este comportamiento era de espe-
rar, ya que como se vio en el apartado 5.2.3 la ecuacién (5.17) no es cierta si
{z(n)} esta contaminada por ruido como es el caso presente. Por tanto, aunque
ORIV-C3C4 no sea estrictamente inmune al ruido gaussiano, si mejora amplia-
mente los resultados del algoritmo que incluye estadistica de segundo orden.
Estos comentarios extraidos del anélisis de resultados para el caso 1 se pueden
generalizar para todos los casos estudiados.

Cuando el nivel de ruido anadido es bajo, el valor del MSE al que converge
ORIV-C2C3 es menor que para ORIV-C3C4. Mientras que el ruido no distor-
sione mucho las medidas realizadas, los estimadores de los cumulantes de tercer
orden presentan menor varianza (R, (n) y r%,(n)) que los de cuarto. Esta
varianza de los estimadores de los cumulantes se traduce en varianza en las
incégnitas calculadas y por tanto en MSE. Cuando el nivel de ruido aumenta,
aumenta la varianza de los cumulantes de cuarto, tercer y segundo orden, lo que
pasa es que a la vez aumenta el sesgo de los estimadores de los cumulantes de
segundo orden ya que estos no son tedricamente inmunes a él. En consecuencia,
el algoritmo que se ve mas afectado con SNR bajos es ORIV-C2C3 y es ORIV-
C3C4 el que da mejores resultados. ;jPara qué SNR, superard ORIV-C3C4 a
ORIV-C2C3 dando un menor MSE estacionario? En el momento en que los
efectos del ruido sobre los cumulantes de segundo orden, hagan que estos sean
menos apropiados para utilizarlos en ecuaciones del tipo (5.17) y (5.18) que los
de tercero y cuarto, debido al aumento tanto de varianza como de sesgo.

Como consecuencia de todo lo discutido en el parrafo anterior es de esperar
que para SNR bajo, aunque empeoren los resultados de ORIV-C3C4, lo hagan
en cuanto a varianza se refiere, siendo la media de los estimadores relativamente
cercana al pardmetro verdadero. Esto puede verse en la tabla 5.2. En ella se
observa como la media de los estimadores casi no cambia al disminuir la SNR,
y sin embargo la varianza si aumenta de forma significativa. Si se estudia ahora
la tabla 5.1 se puede observar que la degradacién de los resultados es paralela
en sesgo y varianza: media mas desviada del valor real del pardmetro y mayor
varianza. Para niveles de ruido altisimos todo lo discutido anteriormente deja
ya de tener validez ya que los resultados estan excesivamente afectados por el
nivel de ruido.

Otro hecho destacable y que es general para todos los algoritmos de iden-
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tificacién de sistemas es que los resultados empeoran conforme se aumenta el
nimero de incégnitas a determinar. Una desventaja que presenta ORIV es que
trata como independientes todas las componentes de w(n) (es decir, considera
que no hay ninguna relacién funcional entre las incégnitas del sistema). Esto
no es cierto y para comprobarlo basta ver las definiciones de w(n) en cada caso
(ecuaciones (5.42) y (5.43)). Para optimizar el resultado serfa conveniente re-
solver el problema con alguna ligadura que tuviera en cuenta esta circunstancia;
lo que ocurriria en este caso es que el sistema ya no seria lineal y su resolucion
es mucho més complicada.

Analisis de la etapa no estacionaria

A continuacién se comentan las conclusiones que se pueden obtener a partir
del estudio de la evolucién temporal del MSE. Como se puede suponer, todas las
diferencias que se indiquen entre ORIV-C2C3 y ORIV-C3C4 estan intimamente
relacionadas con el orden de la estadistica que usan. Asi por ejemplo, en las
figuras 5.1 y 5.2 se observa que ORIV-C2C3 converge antes, basicamente en
3000 iteraciones para SNR altos y en 1000 iteraciones para SNR bajos, y que
ORIV-C3C4 practicamente estd empezando a converger en 5000 iteraciones. El
motivo de este comportamiento estd en que se necesitan muchos menos datos
para estimar correctamente los cumulantes de segundo y tercer orden que los
de tercero y cuarto. Cuanto mayor sea el orden de la estadistica a estimar,
mayor debe ser el nimero de datos {y(n)} conocidos. También parece haber
cierta relacién entre el numero de incégnitas y el tiempo de convergencia: si se
aumenta el nimero de pardmetros a estimar, el algoritmo va a necesitar mas
tiempo para converger.

Conclusiones generales

Para completar lo comentado anteriormente cabe resaltar también que las
diferencias en el comportamiento de un mismo algoritmo al cambiar el SNR son
menores para, ORIV-C3C4 que para ORIV-C2C3. El método ORIV-C2C3 se
muestra excesivamente sensible a la SNR dando resultados muy buenos para
valores altos y muy malos para valores bajos; ORIV-C3C4 se mantiene en un
término medio, mejorando a ORIV-C2C3 a SNR bajos.

En la practica, y a la vista de las simulaciones, se puede afirmar que ORIV-
C3C4 da un MSE estacionario mejor que ORIV-C2C3 para SNR de 5 dB o
menores. Se ha comprobado que ORIV-C3C4 es fiable hasta en ambientes de 0
dB.
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Problemas mal condicionados

El modelo ER4 merece un andlisis més detallado. Compérese la figura 5.6
con la figura 5.8 y la figura 5.5 con la figura 5.7. En principio deberfan dar
resultados parecidos, ya que tienen todos los posibles pardmetros, discutidos
hasta ahora y que influyen en su comportamiento, similares. Tienen el mismo
numero de incognitas y trabajan en ambientes con el mismo nivel de ruido. Sin
embargo, los resultados del modelo ER4 son mucho peores. ORIV-C3C4 (en la
figura 5.8) no converge en absoluto y ORIV-C2C3 (en la figura 5.7) funciona
bastante peor que en una situacién parecida (como en la figura 5.5).

El motivo de esta situacién andémala es algo ya comentado brevemente con
anterioridad: el mal condicionamiento de la matriz de cumulantes usada en
(5.26) y en (5.32). Para este modelo concreto, MA=[1 —2.333 0.667], tanto
la matriz que hay que construir para resolver ORIV-C3C4 como ORIV-C2C3
tienen un niimero de condicionamiento muy bajo. La dispersién de autovalores?
de estas matrices influye negativamente en su convergencia: si el cociente entre
el autovalor mayor y el menor es muy grande (varios érdenes de magnitud), el
tiempo de convergencia observado aumenta considerablemente.

El andlisis realizado de la convergencia de MSE(n) y contenido en la ecua-
ci6én (4.50) no da indicios de una ralentizacién de la convergencia, en casos de
mal condicionamiento. En principio sélo depende del factor de olvido. Lo que
provoca la mala convergencia en estos casos es un problema de célculo numérico:
la inversion de una matriz mal condicionada puede llevar a inversas lejanas de
la inversa verdadera. Esto puede llegar incluso a invalidar el anélisis tedrico
llevado a cabo.

De todo lo anterior la idea fundamental que se obtiene es que al resolver
sistemas mal condicionados con ORIV se espera una velocidad de convergencia
bastante menor, pero ademds para asegurar la convergencia se deben utilizar
algoritmos mas robustos numéricamente hablando.

Una alternativa interesante es el algoritmo ORIV de raiz cuadrada [PF89].
Es mas robusto porque asegura mejores propiedades numéricas de las matrices
involucradas, no porque calcule mejor la inversa (R*R)~"'. Para el modelo ER4
los resultados reobtenidos mediante este algoritmo para la ecuacién (5.18) (el
equivalente a ORIV-C3C4) se presentan en la tabla 5.13 (convergencia en media
y varianza) y la correspondiente curva de aprendizaje en 5.13.

Estimador tipo 1 Estimador tipo 2

modelo bi | by |varb [ var by b | by |varb | varb

28610 se puede hablar de autovalores de matrices cuadradas, aqui se refiere a los autovalores
de las submatrices cuadradas, que se pueden obtener, convirtiendo el sistema en determinado
en vez de sobredeterminado.
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0 05 1 15 2 25 3 35 4 45 5
Iteracion x 10

Figura 5.13 Modelo ERJ resuelto mediante ORIV de raiz cuadrada

correcto | -2.333 | 0.667 | 0.000 | 0.000 | -2.333 | 0.667 | 0.000 | 0.000

C3C4 | -2.512 | -0.044 | 0.927 | 0.760 | -2.184 | 0.310 | 0.427 | 0.812

Tabla 5.13 Media y varianza de estimadores. ORIV-C3C/ de raiz cuadrada
para el modelo ER/

Esta simulaciéon se ha llevado a cabo para 500 realizaciones y con SNR= oo,
es decir, sin ruido ya que lo que principalmente interesaba era comprobar si
de verdad el algoritmo ORIV de raiz cuadrada solventaba el problema del mal
condicionamiento.

Como se puede comprobar, en este tipo de situaciones, a medida que aumenta
el tiempo aumenta la irregularidad y disminuye la suavidad en la evolucion
temporal del MSE. En cualquier instante de tiempo el resultado del algoritmo
puede verse afectado por esta situacién, es decir, por las caracteristicas del
problema: basicamente se estd ante un problema numérico [Ste73].

También se puede destacar que para este caso se ha dejado que evolucione
hasta la iteracién 50000, 10 veces mayor que en las simulaciones anteriores. De
este modo se ha conseguido que muestre cierta tendencia convergente, lo cual no
se conseguia con el ORIV estdndar. De todas maneras, como ya se mencionaba
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antes, el tiempo de convergencia es muy grande, apenas llega a —7 dB de MSE
en 50000 iteraciones.

5.6 Los métodos ORIV-C2C3 y ORIV-C3C4 en
ambientes no estacionarios

En este apartado se va a analizar el comportamiento de los métodos ORIV-
C2C3 y ORIV-C3C4 cuando los coeficientes del sistema a identificar cambian
con el tiempo. Hay que resaltar el hecho de que estos métodos resuelven las
ecuaciones (5.17) y (5.18) respectivamente y que dichas ecuaciones se deriva-
ron para sistemas estacionarios. Si los sistemas no son estacionarios deberian
calcularse los cumulantes involucrados para cada instante de tiempo y resolver
el sistema para cada instante de tiempo. Precisamente esto 1ltimo es lo que
hace un algoritmo adaptativo como ORIV, resolver la ecuacién para cada ins-
tante de tiempo teniendo en cuenta la dltima actualizacién de los datos, y por
eso los métodos derivados de él tienen la propiedad de seguir las evoluciones
temporales.

Para conseguir que esta capacidad de rastreo sea efectiva hay que realizar
un pequeno ajuste en los métodos ORIV-C2C3 y ORIV-C3C4 con respecto a
apartados anteriores: el factor de olvido A debe ser estrictamente menor que
la unidad. De esta manera los estimadores de los cumulantes se pueden ir
adaptando a los cambios de los cumulantes verdaderos, tal y como se explicé en
el apartado 5.3.1 dedicado a la ergodicidad.

En las simulaciones que se van a presentar a continuacion se ha supuesto que
el comportamiento dindmico del sistema puede venir descrito de dos maneras:

1. Evolucién temporal lineal. La pendiente de dicha variacién serd clave para.
analizar los resultados.

2. Evolucién temporal aleatoria mediante un proceso de Markov de orden 1.

A continuacion se procede a la presentacion de los resultados.

5.6.1 Resultados de las simulaciones con variacién tempo-
ral lineal

Para estos analisis se han utilizado series de la salida contaminada del sistema
{y(n)} con 2000 muestras de longitud y para 1000 realizaciones distintas. La
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ley lineal general que siguen los coeficientes del sistema es:
b(n) = by +np (5.48)

donde by es el vector de coeficientes del sistema en el estado inicial y p es el
vector cuyas componentes son las pendientes de la variaciéon lineal de cada uno
de los coeficientes. Nétese que como by = 1 V n la primera componente de p es
nula.

Esta ley empieza a aplicarse a partir de cierto instante temporal t.qmpio ¥
durante un intervalo cuya duracién la determina l.qmpio-

En estas circunstancias se han estudiado 3 modelos distintos.

Modelo NEL1

Se trata de un modelo de orden 2, con coeficientes iniciales by = [1 —1 0.75]
y vector de pendiente p = [0 — 1/8000 — 1/8000]. Ademas tcampio = 10 y
leambio = 1989. Finalmente como factor de olvido se ha elegido A = 0.9985.

Para sistemas no estacionarios resulta ilustrativo representar la evolucién de
la media de los estimadores. Las figuras 5.14-5.17 muestran esta evolucién junto
con la evolucién real para los estimadores tipo 1, coeficientes by y bs, y para
los estimadores tipo 2, coeficientes b; y bs, respectivamente, para el método
ORIV-C2C3. Asimismo, y como es habitual, también se representa el MSE, en
este caso en la figura 5.18.

Para el método ORIV-C3C4 se procede de forma andloga: la evolucién de
los coeficientes by y b2 obtenidos mediante los estimadores tipo 1 se presentan
en las figuras 5.20 y 5.21, para los estimadores tipo 2 en las figuras 5.22 y 5.23.
El MSE para este método se presenta en la figura 5.19.

Como otra medida del comportamiento, en la tabla 5.14 se muestran la
media y la varianza de los estimadores de los dos tipos a tiempo n = 2000
(dltima iteraci6n) y para los dos métodos.

Estimadores tipo 1 Estimadores tipo 2
bl b2 var b1 var bg b1 bg var bl var b2
c —1.249 | 0.999 0 0 —1.249 | 0.999 0 0

C2C3 | —1.183 | 0.942 | 0.115 | 0.132 | —1.184 | 0.933 | 0.078 | 0.085
C3C4 | —1.178 | 0.929 | 0.091 | 0.093 | —1.188 | 0.922 | 0.113 | 0.133

Tabla 5.14 FEstimadores de la ultima iteracion. Métodos ORIV-C2C3 y
ORIV-C3C4, modelo NELI1. (c=correcto)
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Modelo NEL2

Este modelo difiere del anterior sélamente en dos puntos: el factor de olvido
vale ahora 0.9975 y el vector de las pendientes es p = [0 — 1/4000 1,/4000].

Los resultados se presentan de forma similar al modelo NEL1. Para el
método ORIV-C2C3 la evolucién de los pardametros se puede observar en las
figuras 5.26-5.29, para b; y bo, tipos 1 y 2 respectivamente. Las gréficas 5.30-
5.33 recogen la misma informacién pero para el método ORIV-C3C4.

La curva de aprendizaje se recoge en la figura 5.24 para el método ORIV-
C2C3 y en la figura 5.25 para ORIV-C3C4. La tabla 5.15 recoge toda la infor-
macién de los estimadores en la ultima iteracién.

Estimadores tipo 1 Estimadores tipo 2
b1 bg var b1 var b2 bl b2 var bl var b2
¢ —1.498 | 1.248 0 0 —1.498 | 1.248 0 0

C2C3 | —1.435 | 1.233 | 0.419 | 0.835 | —1.421 | 1.167 | 0.142 | 0.159
C3C4 | —1.394 | 1.160 | 0.471 | 0.485 | —1.315 | 1.057 | 0.396 | 0.364

Tabla 5.15 FEstimadores de la wltima iteracion. Métodos ORIV-C2C3 y
ORIV-C3C4, modelo NEL2. (c=valores correctos).

Modelo NEL3

De nuevo se considera el modelo NEL1 con una pequefnia modificacién. En
este caso se utiliza la expresién (5.25) para actualizar la varianza, paso necesario
para aplicar el método ORIV-C3C4 (no asf el ORIV-C2C3). Como siempre, la
evolucién de los pardametros aparece en las figuras 5.34-5.37 y el MSE en la
figura 5.38.

Para hacer la comparacién maés ficil entre el método ORIV-C3C4 empleando
(5.24) y empleando (5.25) (modelo NEL1) en la siguiente tabla se muestran los
estimadores de los pardmetros del filtro, obtenidos en la iteraciéon final:

Estimadores tipo 1 Estimadores tipo 2
b1 b2 var b1 var b2 b1 b2 var b1 var b2
c —1.249 | 0.999 0 0 —1.249 | 0.999 0 0
Con (5.24) | —1.178 | 0.929 | 0.091 | 0.093 | —1.188 | 0.922 | 0.113 | 0.133
Con (5.25) | —1.156 | 0.909 | 0.282 | 0.272 | —1.154 | 0.904 | 0.240 | 0.222
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Tabla 5.16 Comparacion de los estimadores de la ultima iteracion entre el método
ORIV-C8CY con la ecuacidon (5.24) y (5.25).(c=valores correctos).
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5.6.2 Analisis de las simulaciones con evolucion temporal
lineal

Muchas de las caracteristicas que son apreciables en estas simulaciones se
pueden explicar con los comentarios realizados a tenor de las simulaciones lle-
vadas a cabo en el apartado 5.5, por lo que aqui no se discutiran en detalle, sino
que simplemente se indicaran.

Como ya se sabe de las simulaciones en ambientes estacionarios realizados en
el apartado 5.5, los algoritmos adaptativos, incluso en esos ambientes, necesitan
un tiempo de aprendizaje. Este tiempo de aprendizaje es el tiempo que tarda
el MSE en llegar a su valor estacionario de convergencia. En ambientes no
estacionarios, como es el caso de las simulaciones que se estudian ahora, este
tiempo de aprendizaje se hace patente en las representaciones graficas de la
evolucién temporal de los estimadores, véanse p.e. las figuras 5.14- 5.17. En
estas gréaficas se muestra, ademés de dicha evolucién, la evolucién temporal real
de los parametros que se han introducido en las simulaciones, que como se ha
dicho es de tipo lineal. Los estimadores necesitan cierto tiempo para acercarse
a la recta que marca la evolucion real. El algoritmo va aprendiendo poco a poco
cuéles son los valores verdaderos de los pardmetros a cada instante de tiempo.

Hay que recordar la diferencia importantisima que existe entre convergencia
en media y convergencia en media cuadratica. Como sus propios nombres indi-
can, la primera pretende que la media para todas las realizaciones del estimador
converja al pardmetro verdadero. Es lo que se muestra en las graficas de evo-
lucién temporal de estimadores, es decir evolucién dindmica de la media de los
estimadores. La segunda atane a la convergencia de la varianza de los estimado-
res, supuesta como media el valor real del pardmetro. Coincide con la definicién
de MSE, que se adopta en este trabajo, salvo un factor de normalizacién y estéd
relacionada con las gréficas de la evolucién temporal del MSE.

Segiin este tltimo parrafo, no es de extrafiar que el tiempo de convergencia
obtenido por simple inspeccién de la figura 5.14 no coincida con el de la figura
5.18 | ya que el tiempo de convergencia en media no es igual al de convergencia en
media cuadrética. Esto se comprueba riapidamente examinando las ecuaciones
(4.77) y (4.91), que dan como tiempo necesario para que se anule la solucién de
la homogénea los siguientes valores:

1 1
12231201 — )
1 1

Tmse = ~
1= a=14(1=1)

Tmed =

(5.49)

por lo que segin esta expresion, deberia converger antes el MSE que la media
de los estimadores. Esto no ocurre asi porque la solucién particular de la no ho-
mogénea también tiene un tiempo de convergencia. Este tiempo de convergencia
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dependerd de la dindmica particular del sistema en estudio.

Una vez dejado claro la existencia del tiempo de aprendizaje en ambientes
no estacionarios, es de notar también la existencia de un tiempo de retraso o
retardo. Si cierto pardmetro del sistema ha evolucionado en cierto instante n
hasta un valor ¢, el estimador, en media, llegara a él pasado un cierto intervalo
An contado a partir de n. A An se le llama en este trabajo tiempo de retraso e
indica que los estimadores siempre irdn detrds, dindmicamente hablando, de los
valores verdaderos de los pardmetros. Este concepto ya aparecié en el andlisis
tedrico y se concreté en la ecuacién (4.89) para variaciones temporales lineales.
El tiempo de retraso se aprecia por ejemplo en las figuras 5.14- 5.17.

Se ha indicado anteriormente la existencia de un tiempo de convergencia.
Dicho tiempo de convergencia tiene una definicién clara en ambientes estacio-
narios, sin embargo, para modelos no estacionarios la idea no es clara ya que
nunca llega a valer, el estimador correspondiente, un valor constante, sino que
también continta rastreando la evolucién del sistema indefinidamente. Convie-
ne por tanto matizar que por tiempo de convergencia se quiere indicar el tiempo
necesario que tiene que transcurrir para que los estimadores logren un tiempo
de retardo cte. Es decir, que la solucién general de la ecuacién homogénea aso-
ciada a la ecuacién (4.77) sea practicamente nula. En este apartado, donde la
variacion de los pardmetros con el tiempo es lineal, el tiempo de convergencia
experimental para los estimadores de los pardmetros se puede determinar como
aquel a partir del cual la evolucién de dichos estimadores sea lineal con la misma,
pendiente que presentan los pardmetros reales. Por ejemplo, de la figura 5.17 se
podria decir que el tiempo de convergencia para ORIV-C2C3 en esta simulacién
es de 300 iteraciones. La ecuacién (4.82) da un valor tedrico, para A = 0.9985,
de 333 iteraciones.

La existencia del tiempo de retardo tiene facil explicaciéon dada la forma de
funcionamiento del algoritmo ORIV. Este estima para cada iteracién los cu-
mulantes necesarios para resolver las ecuaciones (5.17) y (5.18). En principio
deberian ser los cumulantes a tiempo n, si es que estamos calculando los estima-
dores de los pardmetros a tiempo n. Pero como esta estimacién de cumulantes
se lleva a cabo mediante promedios temporales, los estimadores de los cumu-
lantes arrastran informacién de tiempos precedentes, aunque el factor de olvido
intenta eliminarlos, con lo cual lo que se tiene es un estimador del cumulante
pero a un tiempo ligeramente anterior a n.

También se observa que los estimadores tipo 1 tienen un comportamiento
temporal m&s irregular a la vez que presentan mayor varianza.

Las conclusiones que se pueden obtener del estudio de la evolucién del MSE
(figuras 5.18 y 5.19, p.e.), son similares a los realizados en el caso de ambientes
estacionarios. El método ORIV-C2C3 converge antes y a un valor de MSE
estacionario més bajo que para ORIV-C3CA4.
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A continuacién se discuten algunos de los factores que influyen en la capaci-
dad de rastreo de los algoritmos. ORIV es mucho mas sensible a los cambios del
factor de olvido A que a cualquier otra variable de la que dependa. La misién de
A es quitarle peso a las muestras antiguas en el promedio temporal que se hace
para estimar los momentos y cumulantes. Por ejemplo su uso para la varianza
es:

1-) &
6%(n) = Y anﬂgﬁ(i) (5.50)

i=1
Como el valor de A se encuentra comprendido entre 0 y 1, en el caso de que
valga 1, todas las muestras tienen igual importancia en la suma y se dice que
trabajamos con memoria infinita, cuanto menor sea su valor, sélo las muestras
mas recientes tendran un papel importante en la suma y trabajaremos con
memorias cada vez mas cortas. Seria interesante cuantificar cémo de larga es la
memoria o cudn larga es la longitud efectiva, entendiendo como tal el nimero
de muestras pasadas que se considera que juegan un papel importante en el
promedio. Para eso vamos recurrir a la expresién (5.25) que es mds sencilla

matematicamente,

62(n+1) = X6%(n) + (1 = Ny*(n+1) (5.51)

que es una ecuacion en diferencias no homogénea. Lo que se busca es la solucién

de la homogénea, que tiende a cero. Dicha solucién es o%(n) = A"0%(0) =

o2(0) exp(nIn \), si se supone que la longitud efectiva es aquella para la cual la

solucién de la homogénea ha caido hasta 1/e de su valor inicial, se tiene que
-1 -1 1

fepect A= —1 = topeet = —v = ~ 5.52
efect N v et S X Tmaoaowy “ioa 09

donde se ha supuesto que A es cercano a la unidad, como ocurre en la mayoria
de los casos. De la definicién de longitud efectiva, se comprueba efectivamente
que para factores de olvido iguales a la unidad, se tiene longitud infinita, es
decir memoria infinita y que conforme més pequeno es, menor es la longitud
efectiva.

Para obtener buenos estimadores, sin sesgo y poca varianza, se necesita
aumentar el nimero de muestras que se van a promediar; es decir se necesita
una longitud efectiva grande, cuanto méas grande mejor, idealmente infinito. Sin
embargo, si la serie aleatoria de la que se calculan los cumulantes no tiene una
estadistica estacionaria, para calcular los estimadores a cierto tiempo sélo se
pueden tener en cuenta las muestras mas cercanas al instante temporal consi-
derado; lo que supone longitud efectiva finita. Cuanto mayor sea la variacién
de la estadistica con el tiempo, menor longitud efectiva se puede utilizar para
estimar los cumulantes a un tiempo dado.

Si se extrapolan las ideas anteriores al ejemplo que ahora se trata, cuanto
mayor sea la pendiente de la variacion lineal que se imponga a la evolucién real de
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los pardmetros MA, se va a necesitar un A mas pequefio (menos memoria) para
que se adapte antes el algoritmo y pueda seguir los cambios. En contrapartida, al
tener menos memoria los estimadores de los momentos presentan mayor varianza
y por tanto se tendrd un mayor MSE. Como muestra compérense los modelos
NEL1 y NEL2:

Modelo NEL1: p ~ 1/8000 A = 0.9985 t.fect = 667
Modelo NEL2: p ~ 1/4000 A = 0.9975 t.pect = 400

La longitud efectiva en cada caso se obtuvo realizando varias simulaciones y
eligiendo la que proporcionaba los resultados més satisfactorios. Experimental-
mente, por tanto, se comprueba lo discutido anteriormente: el modelo NEL2
tiene mayor variacién lineal por lo que necesita un A menor y por tanto menor
longitud efectiva. Ocurre lo contrario en el modelo NEL1. Y efectivamente se
obtiene menor MSE en el modelo NEL1 que en el modelo NEL2. (Ver figuras
5.18 y 5.24, p.e.).

Ya se ha comentado también que es necesario cierta longitud efectiva para
estimar bien los cumulantes. Si p es muy grande se necesita, en teoria, un A
muy pequeno para poder seguir la variacion temporal. Pero entonces tendria
una longitud efectiva corta y por tanto malos estimadores que a la larga impiden
seguir el comportamiento con el tiempo del sistema. Como muestra, en el modelo
NEL2 se aprecia cierta divergencia tanto en la evolucién de los pardmetros
(figuras 5.32 y 5.33) como en el comportamiento del MSE (figura 5.25).

Resumiendo se puede decir que existe un compromiso entre rastrear procesos
que cambien rdpidamente con el tiempo, que necesitan A pequena, y obtener
buenos estimadores ya que se necesita A ~ 1. Por tanto, esta limitada la ‘veloci-
dad’ de cambio del modelo MA que ORIV puede seguir. Como consecuencia de
estas necesidades contrapuestas aparece un valor de A que da un valor minimo
de MSE dada una velocidad de cambio, es decir, existe un Aop: cuya expresién
se obtuvo en el capitulo 4, ecuacién (4.98).

Hasta ahora sélo se han descrito comportamientos generales de ORIV sin
atender al sistema lineal de ecuaciones que resuelve. Pero a la vista de todo
lo comentado hasta este punto es facil deducir el porqué de la diferencia de
comportamiento entre los métodos ORIV-C2C3 y ORIV-C3C4.

Ya se ha dicho que el método ORIV-C2C3 logra en menos tiempo un menor
MSE estacionario. El motivo ya se comentd en el apartado 5.5. Ademds logra
un menor tiempo de convergencia y un menor tiempo de retardo en el segui-
miento de los pardmetros MA, en igualdad de condiciones, como se comprueba
observando las figuras 5.17 y 5.23. El motivo es analogo al dado para el caso
estacionario. Aunque no se trabaje con memoria infinita, sino finita, siempre se
tendran mejores estimadores de tercer orden con ese nimero de datos (longitud
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efectiva) que de cuarto y ademds, por la misma razén los estimadores de la tabla
5.14 presentan menor varianza para ORIV-C2C3 que para ORIV-C3CA4.

. Qué pasa si se aumenta la velocidad de la variacién lineal (pendiente) y por
tanto es necesario reducir la longitud efectiva? Si se reduce paulatinamente la
memoria, llegard un momento en que no sera lo suficientemente extensa como
para conseguir estimadores de 4° orden de suficiente calidad, con lo que el
algoritmo divergird para el método ORIV-C3C4, siendo posible sin embargo
que funcione para el método ORIV-C2C3. Este comportamiento puede verse
por ejemplo en las figuras 5.24 y 5.25 relativas al modelo NEL2.

De todo lo discutido hasta aqui la superioridad de ORIV-C2C3 sobre ORIV-
C3C4 es absoluta en todos los frentes: menor tiempo de convergencia, menor
tiempo de retardo, menor MSE, menor varianza... Sin embargo no se debe
olvidar que se estd trabajando en ambientes libres de ruido y que ha sido en
ambientes ruidosos donde ORIV-C3C4 ha mostrado su superioridad para siste-
mas estacionarios. Se estudiaran modelos no estacionarios en ambiente ruidoso
en el apartado siguiente.

Todavia queda por comentar una pequena cuestion que es ajena a la com-
paracién entre ORIV-C2C3 y ORIV-C3C4 y que afecta en general al funcio-
namiento de ORIV. Es relativa al uso de las ecuaciones (5.24) 6 (5.25) en la
actualizacién de la varianza de {y(n)}, cdlculo que hay que realizar sélo en el
caso de que el sistema lineal que se desea resolver mediante ORIV involucre es-
tadistica de 4° orden, como ocurre si se trabaja con el método ORIV-C3C4. Las
simulaciones presentadas hasta ahora han hecho uso de (5.24) por ser una expre-
sién més exacta, sin embargo Friedlander [FP89] propuso el uso de (5.25). Para
ver las diferencias de comportamiento se considera de nuevo el modelo NEL1
y se repiten los calculos pero usando (5.25), dando lugar al modelo NEL3. En
la tabla 5.16 se muestran los estimadores a tiempo 2000 en ambos casos; la
ecuacién de actualizacion utilizada en este trabajo se muestra superior tanto en
sesgo como en varianza, por lo que también es de esperar que ocurra lo mismo
en la evolucién del MSE (ver figuras 5.19 y 5.38) como as{ ocurre. Por tanto, en
general, los resultados son mejores utilizando la ecuacién (5.24) que la ecuacién

(5.25).

5.6.3 Resultados de las simulaciones con variacion tempo-
ral aleatoria

Otra posible forma de modelar la variacién temporal de los coeficientes del
filtro a identificar es mediante un proceso de Markov. Un proceso de Markov
de orden 1 viene definido por la siguiente expresion:

b(n) = ab(n — 1) + u(n) (5.53)
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Figura 5.38 Modelo NEL3. Curva de aprendizaje de ORIV-C3C/,

es decir, un proceso donde el estado a cierto tiempo n depende del estado a
tiempo anterior n — 1 mediante un escalar multiplicativo a menor que la unidad
y contiene cierto ruido expresado por el vector u(n).

A u(n) se le conoce como vector de ruido del proceso, de naturaleza aleatoria,
que se tomara de media nula y matriz de autocorrelacién miltiplo de la iden-
tidad. La funcién densidad de probabilidad de cada componente se supondra
constante y de varianza o>.

Suponiendo una evolucién de este tipo se han estudiado diversos modelos.
La identificacién de modelos de Markov empleando el algoritmo RLS aparece
en [AJS99].

Modelo NEA1

Como primer modelo se ha intentado identificar un sistema que evoluciona
segin un proceso de Markov de orden 1 con a = 0.9998, 02 = 0.04 y condicién
inicial b(0) =[1 —1 0.75]. Para cada una de las 1000 realizaciones promediadas
se disponia de 3000 muestras y el factor de olvido tomaba el valor 0.9985. Al
igual que para la evolucién temporal lineal, el cambio en los pesos del filtro
empezaba a producirse a partir de un cierto teqompio, fijado en este caso como
n = 10.

Como la evolucién de los parametros verdaderos es aleatoria y ruidosa, de
una representacién gréfica no se podria obtener mucha informacién visual sobre
el rastreo por parte de los parametros estimados. Por este motivo la dnica
informacién 1til es la curva de aprendizaje, representada en la figura 5.39(a)
para el método ORIV-C2C3 y en la figura 5.39(b) para el método ORIV-C3CA4.
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Figura 5.39 Modelo NEA1. Curva de aprendizaje

Modelo NEA2

Para este segundo modelo el unico factor que cambia es A que se fija ahora
como 0.9975. La curva de aprendizaje para el método ORIV-C2C3 se presenta
en la figura 5.40(a) y para ORIV-C3C3 en la figura 5.40(b).
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(a) ORIV-C2C3 (b) ORIV-C3C4

Figura 5.40 Modelo NEA2. Curva de aprendizaje
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5.6.4 Analisis de las simulaciones con evolucion temporal
aleatoria

Con estas simulaciones se pone de manifiesto que los métodos ORIV-C2C3 y
ORIV-C3C4 son capaces de seguir la evolucién temporal aleatoria de un sistema
lineal.

La mayoria de las conclusiones que se pueden obtener en este apartado, estan
ya incluidas en apartados anteriores, ya que presenta muchos elementos comu-
nes. Por ejemplo, ORIV-C2C3 produce un menor MSE en convergencia que
ORIV-C3C4 (ver figuras 5.39(a) y 5.39(b)). De la definicién de MSE se sabe
que es una medida tanto del sesgo de los estimadores como de la varianza de
los mismos. En ambientes sin ruido, SNR= 400, como es este caso, ambos con-
juntos de ecuaciones (5.17) y (5.18) producen estimadores no sesgados siempre
que los estimadores de los cumulantes involucrados no lo sean. Si se supone que
los cumulantes estdn correctamente estimados (aunque se trabaje con sistemas
no estacionarios), el mayor MSE de ORIV-C3C4 se debe a una mayor varianza,
de los estimadores de los parametros del sistema. El motivo se encuentra en
el aumento de varianza que experimentan los estimadores de los cumulantes al
ir subiendo el orden de la estadistica, y basarse ORIV-C3C4 en estadistica de
orden superior a ORIV-C2C3. Pero ademads puede haber otro motivo para el
aumento de MSE en ORIV-C3C4: puede que los cumulantes estimados a tiempo
n estén sesgados ya que se necesita cierto intervalo temporal para poder realizar
el promedio para la obtencién de estos estimadores. Como también se ha co-
mentado previamente, este intervalo temporal, o longitud efectiva, es necesario
que sea mayor para estadistica de cuarto orden que de tercer orden; una vez fi-
jada la longitud efectiva, es decir, una vez fijada A, ORIV-C2C3 se encuentra en
ventaja frente a ORIV-C3C4. Estos dos se pueden considerar como los motivos
principales por los que ORIV-C3C4 da peor MSE en convergencia.

En lo referente al tiempo de convergencia, cabe volver a recalcar que ORIV-
C2C3 converge antes, ya que la estadistica en la que se basa necesita mucho
menos tiempo para ser estimada.

Finalmente se analiza la influencia del factor de olvido, A, en el comporta-
miento del algoritmo. En el modelo NEA1 se trabaja con A = 0.9985 (t¢fect =
666.67), en el modelo NEA2 con A = 0.9975 (t.feet = 400), lo que significa que
el segundo es capaz de seguir mas rapido las variaciones temporales pagando el
precio de mayor varianza y sesgo. Esto se traduce en menor tiempo de conver-
gencia, pero mayor MSE en convergencia. Adem4s, en principio, el método que
se va a ver mas afectado por este cambio va a ser ORIV-C2C3 ya que necesi-
ta menor numero de datos para estimar su estadistica y si le imponemos que
use mas le estamos restando capacidad de rastrear el sistema, lo que implica
un aumento de MSE en convergencia. Sin embargo, para ORIV-C3C4, aunque
estime mejor los cumulantes de cuarto orden con 666 datos que con 400 influye
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el hecho de que tiene menos capacidad de rastreo, por lo que son dos efectos que
se contraponen y por tanto su comportamiento global no se ve muy afectado.
En consecuencia, se pueden comparar las figuras 5.39(b) y 5.40(b), en la del mo-
delo NEAT1 se aprecia ligeramente un MSE menor y un tiempo de convergencia
ligeramente superior al del modelo NEA2, pero sin grandes diferencias.

Por 1ltimo, y compardndolo con el apartado 5.6.1 en el que la variacién
temporal era lineal, ain cabe un pequefio comentario. En los resultados de las
simulaciones en sistemas con evolucién temporal aleatoria no se aprecia ni la
m&s minima tendencia de divergencia como aparecia por ejemplo en el modelo
NEL2 del apartado 5.6.1. Sin entrar en la discusién de si esto es debido a la
menor variacién del modelo aleatorio o no (quizéds fuese conveniente definir un
grado de no estacionariedad para ganar en objetividad®), lo que cabe destacar
es la forma en la que varian los resultados para cada dindmica. Para dindmica
lineal los resultados van aumentando su diferencia con el valor inicial conforme
pasa el tiempo, si el algoritmo no puede seguirla cada vez daréd peor resultado
y acabara divergiendo. Sin embargo, en el caso aleatorio la estimacién puede
oscilar alrededor de un punto concreto, o dicho de otro modo, su evolucién
no tiene porqué llevarnos a un punto en el espacio de pardmetros lejano al de
partida, con lo que el algoritmo no tiene porqué divergir por este motivo.

5.7 Los métodos ORIV-C2C3 y ORIV-C3C4 en
ambientes no estacionarios ruidosos

Ya se ha analizado el problema de la identificacién ciega en dos ambientes
distintos: uno incluia ruido a las muestras disponibles y el otro incluia la posibi-
lidad de que los pesos del filtro evolucionaran con el tiempo. En esta seccién se
combinan ambos para analizar el problema en la situcién mas general posible,
esto es, sistemas no estacionarios contaminados por ruido.

Es conocido del analisis tedrico del capitulo 4 que la influencia del ruido se
puede minimizar en los estimadores si el factor de olvido estd muy préximo a
uno. Sin embargo este requisito limita la capacidad de rastreo del algoritmo.
Debido a esta oposicién ‘eliminacién del ruido’—‘capacidad de rastreo’ aparece
el concepto de velocidad limite que se analizard mas adelante.

5.7.1 Resultados de las simulaciones

El ruido aditivo se va a suponer gaussiano coloreado, obtenido de igual ma-
nera que en el apartado 5.5 pasando ruido gaussiano blanco por un filtro ARMA

3Macchi lo hizo en [Mac95].
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de coeficientes AR=[1 —2.2 1.77 —0.52] y MA=[1 — 1.25], con unos niveles
de SNR de 20, 10, 5, 0, =5 y —10 dB. La evolucién temporal se supondra li-
neal, con 2000 muestras conocidas y un factor de olvido A = 0.9985, aunque las
caracteristicas especificas de cada modelo estudiado se detallan a continuacién.
Los coeficientes del sistema empiezan a evolucioanar a partir de t.qmpio = 10.

Modelo NER1

El modelo MA de partida es b(0) = [1 —1 0.75], que evoluciona en el tiempo
segin la pendiente p = [0 — 1/8000 1/8000] con by = 1 V n. Los estimadores
de los coeficientes del filtro en la iteracion final para el método ORIV-C2C3 se
muestran en la tabla 5.18, apareciendo tanto su media como su varianza para
los distintos niveles de ruido estudiados. La misma informacién contiene la
tabla 5.19 referente al método ORIV-C3C4. En la figura 5.41(a) se muestran
las curvas de aprendizaje para ORIV-C2C3 y en 5.41(b) para ORIV-C3C4. El
simbolo asociado a cada SNR es:

¢ =20dB + =0dB

O =10dB % =-5dB
x =5dB - =-10dB
Estimadores tipo 1 Estimadores tipo 2
SNR b1 bz var b1 var bz b1 bg var b1 var bz
¢ —1.249 | 0.999 0 0 —1.249 | 0.999 0 0
20 —1.081 0.949 0.131 0.144 | —1.179 | 0.931 | 0.085 | 0.091

10 —0.500 1.022 0.190 0.221 | —1.137 | 0.895 | 0.175 | 0.135
5 0.497 0.811 26.106 | 38.722 | —0.143 | 0.587 | 0.919 | 0.408
0 0.047 0.831 6.109 6.540 0.144 | 0.277 | 0.624 | 0.619
-5 12.430 | —0.985 | 293.859 | 38.775 | 0.102 | 0.294 | 0.811 | 0.638
—-10 | —2.774 1.350 79.502 | 49.263 | 0.042 | 0.343 | 0.877 | 0.720

Tabla 5.18 Media y varianza de los estimadores (c=valores correctos), modelo
NER1. Método ORIV-C2C3

Estimadores tipo 1 Estimadores tipo 2
SNR bl b2 var b1 var b2 b1 b2 var b1 var b2
c —1.249 | 0.999 0 0 —1.249 | 0.999 0 0
20 —1.181 | 0.927 | 0.086 | 0.126 | —1.183 | 0.918 | 0.121 | 0.156
10 —1.182 | 0.870 | 0.209 | 0.400 | —1.135 | 0.846 | 0.227 | 0.333
5 —1.026 | 0.741 | 1.034 | 0.907 | —0.844 | 0.701 | 0.580 | 0.502
0 —0.436 | 0.402 | 1.871 1.764 | —0.410 | 0.423 | 0.730 | 0.689
-5 —0.253 | 0.160 | 1.998 1.850 | —0.462 | 0.104 | 0.740 | 0.797
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| —10 | —0.435 | 0.265 | 4.074 | 5.088 [ —0.602 [ 0.179 [ 0.710 | 0.791 ]

Tabla 5.19 Media y varianza de los estimadores (c=valores correctos), modelo
NER1. Método ORIV-C3C/
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Figura 5.41 Modelo NERI1. Curva de aprendizaje

Modelo NER2

Este segundo modelo es una MA(3) con coeficientes iniciales MA= [1 —
0.9 0.385 — 0.771] y con pendiente de su variacién lineal dada por p = [0 —
1/8000 1/8000 — 1/8000]. La media y varianza de los estimadores de las tablas
5.20 y 5.21 se obtuvieron con el método ORIV-C2C3 para los estimadores tipo 1
y 2 respectivamente y los de las tablas 5.22 y 5.23 con ORIV-C3C4. Igualmente
5.42(a) muestra la curva de aprendizaje para ORIV-C2C3 y 5.42(b) para ORIV-
C3CA4.

SNR b1 b2 b3 var bl var b2 var bg
c —1.149 0.634 —1.020 0 0 0
20 —1.197 0.546 —-0.924 | 1.718 2.627 1.406
10 —1.955 0.169 —0.580 | 1.951 2.337 0.826
5 —2.434 | —-1.038 | —0.850 | 92.336 30.621 22.876
0 1.470 —1.492 0.890 62.523 44.972 18.504
-5 | —1.010 0.404 —1.481 | 45.103 33.955 38.534
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[—10 [ 18.662 | —40.400 | 32.016 | 544.708 [ 1258.038 [ 1012.649 |

Tabla 5.20 Media y varianza de los estimadores tipo 1 (c=valores correctos),
modelo NER2. Método ORIV-C2C3

SNR bl b2 b3 var b1 var b2 var b3
¢ —1.149 | 0.634 | —1.020 0 0 0
20 —1.065 | 0.152 | —0.835 | 0.198 | 0.554 | 0.192
10 —0.969 | —0.035 | —0.313 | 0.298 | 0.707 | 0.399
5 —0.703 | —0.005 | —0.191 | 0.548 | 0.919 | 0.548
0 —0.052 | 0.002 0.070 | 0.726 | 1.036 | 0.821
-5 0.005 0.026 | —0.008 | 0.825 | 0.900 | 0.906

—10 | 0.009 0.104 0.050 | 0.857 | 0.796 | 0.817

Tabla 5.21 Media y varianza de los estimadores tipo 2 (c=valores correctos),
modelo NER2. Método ORIV-C2C3

SNR bl b2 b3 var b1 var b2 var b3
¢ —1.149 | 0.634 | —1.020 0 0 0
20 | —1.102 | —0.074 | —0.874 | 0.329 | 0.744 | 0.351
10 | —1.054 | —0.137 | —0.763 | 0.673 | 0.846 | 0.645
) —0.923 | —0.078 | —0.577 | 1.384 | 1.653 | 1.760
0 —-0.662 | 0.053 | —0.168 | 6.185 | 5.273 | 3.150
-5 | —0.281 | —0.118 | 0.216 2.660 | 2.959 | 2.712

—10 | —0.328 | —0.114 | 0.282 1.856 | 1.956 | 1.829

Tabla 5.22 Media y varianza de los estimadores tipo 1 (c=valores correctos),
modelo NER2. Método ORIV-C3CY

SNR bl b2 b3 var b1 var b2 var b3
¢ —1.149 | 0.634 | —1.020 0 0 0
20 | —1.020 | 0.125 | —0.845 | 0.197 | 0.682 | 0.335
10 | —1.002 | 0.086 | —0.737 | 0.297 | 0.752 | 0.478
) —0.927 | 0.078 | —0.504 | 0.442 | 0.816 | 0.644
0 —0.508 | 0.014 | —0.181 | 0.746 | 0.811 | 0.735
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-5 | —0.435 | —0.289 | 0.073 | 0.688 | 0.707 | 0.753
—10 | —=0.658 | —0.197 | 0.259 | 0.606 | 0.772 | 0.731

Tabla 5.23 Media y varianza de los estimadores tipo 2 (c=valores correctos),
modelo NER2. Método ORIV-C3CY

Modelo NER3

Por ultimo, este y el siguiente modelo estudian las ventajas de emplear la
ecuacién de actualizacién (5.24) frente a (5.25), para lo cual se retoman los
modelos anteriores. En particular este modelo NER3 es andlogo al modelo
NERI1 pero utilizando (5.25) al resolverlo mediante ORIV-C3CA4.

La media y varianza de los estimadores se muestran en la tabla 5.24 y la
curva de aprendizaje en la figura 5.43(a).

Estimadores tipo 1 Estimadores tipo 2

SNR b1 bz var b1 var bz b1 bz var b1 var bz
c —1.2486 | 0.9986 0 0 —1.2486 | 0.9986 0 0
20 —1.157 0.896 0.275 | 0.294 | —1.148 0.882 | 0.258 | 0.278
10 —1.099 0.893 0.498 | 0.392 | —1.029 0.860 | 0.382 | 0.287
5 —1.044 0.806 0.947 | 0.831 —0.802 0.762 | 0.491 | 0.415
0 —0.242 0.469 1.592 1.424 | —0.292 0.480 | 0.735 | 0.638
-5 —0.480 0.248 | 10.465 | 4.009 | —0.371 0.099 | 0.735 | 0.768
—-10 | —0.179 0.311 2.705 | 2.259 | —0.584 0.130 | 0.686 | 0.794

Tabla 5.24 Media y varianza de los estimadores (c=valores correctos), modelo
NER3. Método ORIV-C3C/

Modelo NER4

Este ultimo modelo retoma el modelo NER2 pero actualiza la varianza de
{y(n)} necesaria para la definicién (5.37) mediante (5.25). En las tablas 5.25 y
5.26 se recogen los estimadores y en la figura 5.43(b) la evolucién temporal del
MSE.
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SNR bl b2 b3 var b1 var b2 var b3
¢ —1.149 | 0.634 | —1.020 0 0 0
20 | —1.086 | —0.082 | —0.848 | 0.409 | 0.736 | 0.433
10 | —=1.077 | =0.191 | —0.737 | 0.562 | 0.846 | 0.627
) —0.969 | —0.158 | —0.548 | 1.185 | 1.301 | 1.132
0 —0.529 | —0.078 | —0.316 | 2.348 | 1.943 | 2.130
-5 | —0.101 | —0.035 | 0.040 | 2.008 | 1.793 | 2.021

—10 | —0.204 | —0.050 | 0.270 | 2.069 | 2.084 | 2.081

Tabla 5.25 Media y varianza de los estimadores tipo 1 (c=valores correctos),
modelo NER/. Método ORIV-C3CY

SNR bl b2 b3 var b1 var b2 var b3
¢ —1.149 | 0.634 | —1.020 0 0 0
20 | —1.019 | 0.129 | —0.840 | 0.231 | 0.684 | 0.357
10 | —0.996 | 0.009 | —0.738 | 0.285 | 0.754 | 0.486
) —0.902 | —0.053 | —0.498 | 0.491 | 0.852 | 0.670
0 —0.512 | —0.048 | —0.274 | 0.758 | 0.845 | 0.712
-5 | —0.314 | —0.282 | —0.015 | 0.734 | 0.734 | 0.736

—10 | —0.664 | —0.208 | 0.274 | 0.583 | 0.764 | 0.713

Tabla 5.26 Media y varianza de los estimadores tipo 2 (c=valores correctos),
modelo NER/. Método ORIV-C3C/,

5.7.2 Analisis de las simulaciones

La diferencia de las simulaciones llevadas a cabo en este apartado con res-
pecto a las del apartado 5.6 estd en la adicién de ruido gaussiano coloreado.
Por tanto, la discusién se limitard aqui a ver cémo influye este nuevo factor en
los resultados, completando de esta manera los comentarios de dicho aparta-
do. Antes de pasar a discutir las diferencias entre los métodos ORIV-C2C3 y
ORIV-C3C4, se pasa a comentar las caracteristicas que son comunes a ambos
métodos.

Tanto la varianza como el sesgo de los estimadores de los parametros del
modelo MA, aumentan al disminuir la SNR, lo cual es légico ya que cada vez la
senal llega envuelta en mayor nivel de ruido, lo que hace més dificil la estima-
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Figura 5.42 Modelo NER2. Curvas de aprendizaje

cién. Por el mismo motivo anterior el MSE de convergencia va aumentando al
disminuir la SNR.

Como ya se ha comentado varias veces, y es algo directo de ver, el comporta-
miento de las ecuaciones (5.17) y (5.18) depende en gran medida de la capacidad
de ORIV para estimar los cumulantes que cada sistema de ecuaciones necesi-
ta. El primero depende sélo de cumulantes de segundo y tercer orden, con lo
cual, en presencia de ruido aditivo gaussiano, los de 2° orden serdn sesgados.
El sesgo serd mayor conforme aumente el nivel de ruido, no asi la varianza, ya
que el cumulante de 2° orden simplemente verd una sefial {y(n)} compuesta
de {z(n)} y {v(n)}, por lo que el cumulante serd la suma de los cumulantes
de {z(n)} y {v(n)}, al ser independientes. Cuanto mayor sea el ruido, mayor
serd el cumulante de {v(n)} y por tanto, el cuamulante de la suma més separado
estard del cumulante de interés, es decir, el de {x(n)}. Esto viene a corroborar
lo ya expresado con anterioridad, en el sentido de que el sistema de ecuaciones
(5.17) se ve fuertemente afectado de ruido coloreado. La influencia de lo comen-
tado sobre los resultados es clara: al aumentar el nivel de ruido, los estimadores
de los cumulantes de 2° orden aumentan su sesgo, aumentando por tanto el
sesgo de los estimadores de los parametros, pero no su varianza. Ademds de
depender de los cumulantes de 2° orden, la ecuacién (5.17) también depende
de cumulantes de tercer orden. Estos cumulantes son, tedricamente, inmunes
al ruido gaussiano sea cual sea su contenido en frecuencia. En la prictica, sin
embargo, cuando la SNR disminuye, los estimadores se ven afectados por una
mayor varianza, no influyendo en principio en su sesgo. Si se une el aumento
de sesgo causado por los cumulantes de 2° orden, con el aumento de varianza
causado por los de tercero, se llega a la obtencién de estimadores de pardmetros
cuyo sesgo y varianza aumentan al disminuir la SNR, tal y como se aprecia en
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Figura 5.43 Curvas de aprendizaje de los modelos NERS y NERJ para
ORIV-C3C/

las tablas (ver p.e. tabla 5.18).

Por otro lado, la ecuacién (5.18) depende de cumulantes de tercer y cuarto
orden. Los estimadores de estos cumulantes, incluso en presencia de ruido co-
loreado, son no sesgados; la tinica influencia del ruido estd en el aumento de la
varianza. ;Qué cabe esperar por tanto de sus resultados? Los parametros esti-
mados mediante la ecuacién (5.18) deberfan ser no sesgados y con una varianza,
que aumentase conforme aumente el nivel de ruido. Inspeccionando la tabla
5.19 se observa que esto es cierto hasta los 5 dB aproximadamente, de 0 dB
hasta los -10 dB el sesgo se hace también importante. El motivo de la aparicién
del sesgo es que las 1000 realizaciones ya no son suficientes para obtener una
buena media del estimador cuando el ruido es demasiado alto, es decir, la SNR,
es baja.

Todo lo comentado hasta ahora se traté en la apartado 5.5, en el contexto
de modelos estacionarios en presencia de ruido. Para sistemas no estacionarios
sigue siendo igualmente valido tal y como se ha visto aqui. La influencia de la
variacion temporal del sistema en la estimacion estd en un pequeno aumento del
MSE debido al tiempo de retardo, que implica mayor sesgo en los estimadores
para cada instante de tiempo. La influencia del tiempo de retardo y del factor
de olvido en modelos estacionarios se vio en el apartado 5.6.1.

Las conclusiones que se pueden obtener de estas simulaciones serian un com-
pendio de las extraidas en los apartados 5.5 y 5.6. Se puede afirmar que el
método ORIV-C3C4, en general, mejora los resultados obtenidos por el método
ORIV-C2C3 para SNR<10 dB, es decir cuando el sesgo y la varianza de los
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estimadores de los cumulantes de orden 2 y 3 es mayor que la varianza de los
estimadores de orden 3 y 4.

En definitiva, los resultados obtenidos en este apartado concuerdan con los
obtenidos en apartados anteriores, tanto en funcién del nivel de ruido colorea-
do contaminante como para la normalizacién utilizada en la estimacién de la
varianza de {y(n)}.

5.7.3 Resultado de las simulaciones relacionadas con el
seguimiento limite

Se continia con el estudio de sistemas no estacionarios y en particular aque-
llos que presentan evolucién temporal lineal. En las simulaciones llevadas a cabo
en esta seccién se va a comprobar que para un factor de olvido dado el algorit-
mo no puede seguir variaciones en los pardmetros generadas por una pendiente
mayor que una cota dada. Este fenémeno se ha llamado seguimiento limite o
velocidad limite en esta Memoria.

Los modelos estudiados se basan en un MA (2) con coeficientes iniciales MA=
[1 —10.75] del que se conocen 5000 muestras ruidosas de su salida. La evolucién
temporal lineal tendra efecto a partir de t.qmpio = 10. Los detalles concretos de
cada modelo son los siguientes:

*
07 M xx X X
o o ><><><><><><><><><><><>< 0
g |, 0% g
W -5 0o 00000 o o W -
= ©00C00 b= o 006000
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(a) ORIV-C2C3 (b) ORIV-C3C4

Figura 5.44 Curvas de aprendizaje del modelo SL1
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Modelo SL1

Para este primer modelo el vector pendiente de la variacién lineal es p = [0 —
1/8000 1/8000], la media y varianza de los estimadores obtenidos en la tltima
iteracién por medio del método ORIV-C2C3 se presentan en la tabla 5.27 y por
medio de ORIV-C3C4 en la tabla 5.28. Las curvas de aprendizaje respectivas se
muestran en las figuras 5.44(a) y 5.44(b). Asimismo resulta ilustrativo mostrar
la convergencia en media de los estimadores, para lo cual se han elegido los
estimadores tipo 2 del método ORIV-C3C4 que aparecen en las figuras 5.46(a)
y 5.46(b).

Estimadores tipo 1 Estimadores tipo 2

SNR b1 bz var b1 var bg b1 bz var b1 var bg
c —1.624 1.374 0 0 —1.624 | 1.374 0 0
20 —1.424 1.315 0.164 0.227 | —1.568 | 1.320 | 0.159 | 0.180
10 —0.694 1.747 0.540 4.295 | —1.340 | 1.045 | 0.410 | 0.412
5 —3.681 | —3.757 | 81.486 | 105.76 | —0.039 | 0.308 | 0.891 | 0.634
0 —2.666 | 0.144 | 79.413 | 31.379 0.160 | 0.170 | 0.593 | 0.661
-5 1.050 1.507 | 28.379 | 24.850 0.128 | 0.254 | 0.739 | 0.631
—10 | —1.007 | 0.254 11.263 | 13.111 0.048 | 0.320 | 0.859 | 0.731

Tabla 5.27 Media y varianza de los estimadores (c=valores correctos), modelo SL1.
Método ORIV-C2C3

Estimadores tipo 1 Estimadores tipo 2
SNR bl b2 var b1 var b2 b1 b2 var b1 var b2
c —1.624 | 1.374 0 0 —1.624 | 1.374 0 0
20 —1.541 | 1.340 | 0.756 | 0.758 | —1.337 | 1.100 | 0.501 | 0.442
10 —1.455 | 1.307 | 1.691 1.628 | —1.087 | 0.915 | 0.643 | 0.548
5 —1.112 | 1.100 | 2.041 1.901 | —0.798 | 0.720 | 0.664 | 0.531
0 —0.562 | 0.585 | 2.499 | 2.459 | —0.634 | 0.508 | 0.606 | 0.585
-5 —0.304 | 0.220 | 1.921 1.992 | —0.562 | 0.227 | 0.658 | 0.735
—10 | —0.223 | 0.207 | 1.462 1.538 | —0.611 | 0.134 | 0.689 | 0.775

Tabla 5.28 Media y varianza de los estimadores (c=valores correctos), modelo SL1.
Método ORIV-C3C/,

Modelo SL2

Para este modelo la pendiente se ha fijado en p = [0 — 1/16000 1/16000] y
los resultados obtenidos para él se presentan como sigue: la media y varianza de
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los estimadores en la tltima iteracién en las tablas 5.29 y 5.30 para los métodos
ORIV-C2C3 y ORIV-C3C4 respectivamente; las curvas de aprendizaje en las
figuras 5.45(a) y 5.45(b) para ORIV-C2C3 y ORIV-C3C4 respectivamente y
finalmente la convergencia en media de los estimadores tipo 2 para ORIV-C3C4
en las figuras 5.47(a) y 5.47(b) para los coeficientes by y by respectivamente.

Estimadores tipo 1 Estimadores tipo 2

SNR b1 bz var b1 var bz b1 bz var b1 var bg
c —1.312 | 1.062 0 0 —1.312 | 1.062 0 0
20 —1.160 | 1.030 0.126 0.142 | —1.272 | 1.026 | 0.086 | 0.091
10 —0.544 | 1.093 0.196 0.254 | —1.229 | 0.982 | 0.194 | 0.154
5 —0.005 | 1.336 1.732 4.592 | —0.015 | 0.622 | 0.988 | 0.426
0 0.100 1.508 | 13.764 | 12.897 | 0.133 | 0.293 | 0.605 | 0.624
-5 0.476 | —0.316 | 26.326 | 16.795 | 0.131 | 0.301 | 0.772 | 0.616

—10 | —0.826 | 0.257 | 22.741 | 9.294 0.058 | 0.341 | 0.863 | 0.718

Tabla 5.29 Media y varianza de los estimadores (c=valores correctos), modelo SL2.
Método ORIV-C2C3
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Figura 5.45 Curvas de aprendizaje del modelo SL2. La tendencia divergente
se ha perdido.
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5.7.4 Analisis de los resultados obtenidos relacionados con
el seguimiento limite

Estas simulaciones completan las presentadas en el apartado 5.7.1. En él,
se simulé el mismo modelo que en el modelo SL1 que se trata ahora, pero sélo
para una longitud de 2000 datos. Para ese niumero de iteraciones el algoritmo
parecia que habia convergido a sus valores estacionarios, y nada hacfa pensar
que pudiera empezar a divergir. Sin embargo, con el modelo SL1 se demuestra
lo contrario: después de llegar a un minimo en el MSE, los valores empiezan a
crecer, en principio indefinidamente. Esta tendencia también se puede observar
claramente en las figuras 5.46(a) y 5.46(b), donde se aprecia la divergencia de
la media de los estimadores de los pardmetros del modelo.

Estimadores tipo 1 Estimadores tipo 2
SNR b1 bg var b1 var bz b1 bg var b1 var bg
c —1.312 | 1.062 0 0 —1.312 | 1.062 0 0
20 —1.274 | 1.028 | 0.185 | 0.160 | —1.266 | 0.999 | 0.210 | 0.190
10 —1.243 | 1.010 | 0.458 | 0.399 | —1.160 | 0.915 | 0.415 | 0.315
5 —1.061 | 0.849 | 1.584 | 1.704 | —0.853 | 0.728 | 0.576 | 0.454
0 —0.555 | 0.533 | 4.054 | 4.292 | —0.451 | 0.422 | 0.727 | 0.678
—5 | —0.361 | 0.220 | 2.533 | 2.073 | —0.496 | 0.116 | 0.708 | 0.765
—10 | —0.276 | 0.249 | 2.258 | 2.875 | —0.600 | 0.113 | 0.703 | 0.811

Tabla 5.30 Media y varianza de los estimadores (c=valores correctos), modelo SL2.
Método ORIV-C3CY

Si se tienen en cuenta los comentarios de los apartados precedentes, se pueden
clasificar en dos tipos los factores que afectan al comportamiento del algoritmo:
los propios coeficientes que controlan el funcionamiento del algoritmo, y que
en este caso solo es el factor de olvido, y los coeficientes que determinan la
dindmica del sistema lineal, que para evolucién temporal lineal sélo depende de
la pendiente elegida. Ya se conocen las restricciones propias impuestas sobre
el factor de olvido. Tiene que ser lo suficientemente grande como para poder
estimar convenientemente los cumulantes. Por tanto, una vez fijado este factor,
queda estudiar hasta qué punto el algoritmo asi definido es capaz de seguir la
evolucién del sistema. Pero también se conoce la respuesta; si el factor de olvido
es grande, no podré seguir cambios temporales muy bruscos, tal y como ocurre
aqui. Se tiene por tanto que reducir la pendiente. Eso es lo que se ha hecho en
el modelo SL2, donde no se aprecia divergencia en el MSE ni en los estimadores
de los pardmetros, corroborandose los comentarios anteriores.
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Capitulo 6

Estudio comparativo de los
algoritmos RIV y ORIV

Introduccién

El estudio tedrico sobre el comportamiento del algoritmo ORIV llevado a
cabo en el capitulo 4 explicé satisfactoriamente el comportamiento observado
en las simulaciones sobre este mismo algoritmo en el capitulo 5. Ya que ORIV es
capaz de resolver sistemas de ecuaciones sobredeterminados se puede considerar
como una generalizacion de RIV y en principio debe dar mejores resultados, por
lo que debe constituir un tope superior en cuanto a comportamiento.

Este efecto que se espera desde un punto de vista l6gico se confirma mediante
el empleo de las expresiones analiticas obtenidas en los capitulos 3 y 4 y es
confirmado mediante simulaciones tanto en ambientes estacionarios como no
estacionarios. La mejora que supone el uso de ORIV frente a RIV requiere
el pago de cierto precio: un aumento de la carga computacional. El principal
objetivo de este capitulo es pues responder a la pregunta ;Merece la pena el
coste computacional que acarrea el uso de un algoritmo sobredeterminado?

La comparacion tedrica entre ambos algoritmos se lleva a cabo en el apartado
6.1 donde se analiza la diferencia tanto en ambientes estacionarios como no
estacionarios, repasando todos y cada uno de los puntos analizados en capitulos
anteriores: convergencia en media, en media cuadratica, contribucién al MSD
por ruido de medicién, etc. La validez de dicho anélisis tedrico se lleva a cabo
en el apartado 6.2 donde de nuevo se distingue entre ambientes estacionarios y
no estacionarios y se analizan con detalle tanto la curva de aprendizaje como el

149
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sesgo y varianza de los estimadores y la convergencia en media cuando proceda.

6.1 Comparacion tedrica

En este primer apartado se van a analizar las diferencias de comportamiento
entre los algoritmos RIV y ORIV mediante las expresiones tedricas deducidas
en capitulos anteriores. Para ello se intentard recuperar RIV a partir de ORIV
para descubrir de manera maés profunda las diferencias entre las expresiones
obtenidas para uno y otro. Todos los aspectos estudiados apuntan a la misma
conclusién, tal y como se describird a continuacién.

6.1.1 Cuadro comparativo

Para dar una visién general de las diferencias entre los algoritmos RIV y
ORIV se ha querido mostrar, en la tabla 6.1 de forma confrontada, las expre-
siones obtenidas para uno y otro para cada uno de los aspectos estudiados:
convergencia en media y en media cuadratica para ambientes estacionarios y
no estacionarios, con ruido y sin él. Téngase en cuenta que hay magnitudes
que comparten el nombre en el andlisis de RIV y ORIV, por tanto dependiendo
del algoritmo del que se trate tendran una definicién u otra. Tampoco se han
indicado todas las definiciones en la tabla sino que desde aqui se remite a los
capitulos 3 y 4 donde se estudiaron.

Se ha querido condensar todo el conocimiento que se tiene de ambos al-
goritmos. Para ello basta dar la evolucién temporal de la media y la media
cuadratica de los estimadores, en cada uno de los ambientes estudiados, para lo
cual basta dividir en ambientes estacionarios y no estacionarios.

Las ecuaciones obtenidas en ambientes estacionarios eran ecuaciones en di-
ferencias de primer orden con coeficientes no homogéneos constantes, con lo
cual la solucién viene perfectamente caracterizada por las condiciones iniciales
m(0), el coeficiente de la homogénea ¢ y el valor en convergencia m(oco). En el
apéndice D se muestra que para una ecuacién en diferencias como la descrita:

m(n) =cm(n —1)+a (6.1)
la solucién viene dada por la siguiente expresién:
m(n) = m(co) + " [m(0) — m(co)] (6.2)

De forma que conociendo la parte homogénea de la ecuacién en diferencias y
el valor en convergencia de la magnitud estudiada, se puede construir perfecta-
mente la evolucién temporal. Alli donde el valor en convergencia sea la suma
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de varias contribuciones, éstas se han especificado por separado (ejemplo: MSD
debido al ruido de estimacién o de medicién).

En ambientes no estacionarios no es tan sencillo caracterizar la evolucién de
las magnitudes, ya que en este caso los coeficientes de la parte no homogénea
dependen del tiempo y habria que conocerlos en todo los instantes. Es decir, en
este caso la ecuacién en diferencias seria:

m(n) = cem(n —1) + a(n) (6.3)

y la solucién ya no se puede escribir en la forma de la expresién (6.2). La
solucién a este tipo de ecuaciones se puede consultar igualmente en el apéndice
D pero para el estudio a llevar a cabo en esta seccién no es necesaria. En la tabla
6.1, en el caso de ambientes no estacionarios, sélo se muestran las magnitudes
que van a ser de utilidad.

6.1.2 Analisis tedrico de cada faceta. Ambientes estacio-
narios

Las diferencias entre RIV y ORIV en cuanto a evolucién teérica de las mag-
nitudes que determinan su comportamiento son:

Convergencia en media. Efecto de las condiciones iniciales

Al estudiar la convergencia en media se obtuvo para el algoritmo RIV la
siguiente expresién:

E[Aw(n)] = A\"(1 — \)R '®(0)Aw(0) (6.4)
y para ORIV:
E[Aw(n)] = A*(1 — V)?(R'R)™'T(0) Aw(0) (6.5)

Es conocido que tanto una como otra expresién tienden a cero en el limite
n — oo por tanto lo que importa es determinar cudl de los dos converge més
rapido. El tiempo de convergencia, como ya es costumbre, se tomara como aquel
necesario para que la magnitud estudiada, en este caso la media del vector de
error, caiga a 1/e de su valor inicial. Operando como ya es habitual se obtiene,
para RIV:

T=—— (6.6)

y para ORIV:

Por tanto, el tiempo de convergencia para ORIV es la mitad que para RIV.
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Ecuaciéon homogénea asociada a la evoluciéon del MSD

Como se comenté en el apéndice D la solucién de una ecuacién homogénea
tiende a cero bajo cierta condicién. Una vez que llega a cero, la parte transi-
toria de la evolucién de la magnitud estudiada se termina y empieza el estado
estacionario caracterizado por el valor en convergencia. Conocer por tanto la
homogénea asociada es importante para determinar la velocidad con la que se
alcanza el estado estacionario (steady state).

Para RIV es:
¢(n) = N2q(n — 1) (6.8)

y para ORIV:
g(n) = Xq(n —1) (6.9)

Al igual que antes se pueden calcular los tiempos de convergencia asociados:

Para RIV:
1

T= 6.10
2(1 = )) ( )
Y para ORIV:
1
T=— 6.11
4(1—N) ( )
Estos tiempos indican el tiempo que tiene que pasar para que la solucién de la
homogénea sea menos importante que en las primeras iteraciones, de manera
que la dindmica la dicta la solucién particular de la no homogénea, que como su
nombre indica es caracteristica (particular) de cada algoritmo. Notar que ahora
también el de ORIV es la mitad que el de RIV. A continuacién se estudian los
términos no homogéneos.

Término debido al ruido de medicién en el MSD

La primera contribucién al MSD que se estudiard es debida al ruido de
medicién. Recuérdese que esta contribucién se obtuvo mediante dos aproxima-
ciones diferentes en capitulos anteriores y que los resultados mediante ambas
eran idénticas para RIV. Las expresiones obtenidas fueron: Para RIV (aproxi-
maciones I y II, usadas en los apartados 3.2.2 y 3.2.3 respectivamente):

q(o0) = ?U%ﬁ@ (6.12)

para ORIV aproximacién I (apartado 4.2.2):

o) = T e (Ao A) (6.13)
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y aproximacién II (apartado 4.2.4):

q(00) = ——0p7 (6.14)

En primer lugar notar que recordando las siguientes definiciones:

Bo=(R'R)'QR'R)™" (6.15)
A=R'Ri;R (6.16)
7 =Tr{R(R'R)’R'Rz; (6.17)

se tiene que 7 = Tr{ByA} con Q = I. Por tanto resulta que ambas aproxi-
maciones son también idénticas para ORIV. Por tanto, para comparar RIV y
ORIV se pueden comparar, por ejemplo, las expresiones (6.12) y (6.14).

ORIV por construccién es un algoritmo que generaliza a RIV para sistemas
de ecuaciones sobredeterminados. Para ver mejor el motivo de la diferencia
entre uno y otro es conveniente intentar reobtener la expresién (6.12) a partir
de (6.14). En primer lugar si la matriz R que aparece en el andlisis de ORIV
fuese cuadradal , su inversa existiria, y se podria escribir que:

7=Tr{R(R'R)"'(R'R) 'R'R;;} =

e (6.18)
=Tr{R 'R 'R;;} +— foconQ =1

En este limite coincidirian las expresiones (6.12) y (6.14) salvo por un factor
1/2. Ver el origen de este factor necesita un proceso més elaborado:

Primero es necesario recordar que provienen de las expresiones (3.42) y (4.69)
al calcular sus respectivos valores en convergencia y simplificar en los denomi-
nadores, para A ~ 1, las expresiones:

Para RIV: 1 — )% ~2(1—))
Para ORIV: 1 — A = (1 4+ A2)(1 + A)(1 = A) ~ 4(1 — \)

Por tanto, que aparezca un 2 o un 4 en el denominador depende de la ecuacion
homogénea asociada a las ecuaciones (3.42) y (4.69):

Para RIV: ¢q(n) = A2q(n — 1)
Para ORIV: D(n) = A*D(n — 1)

ILa diferencia entre la matriz R que aparece en RIV y la que aparece en ORIV no es mas
que las dimensiones, ya que ambas son la correlacién cruzada de los mismos vectores salvo con
el vector de variable instrumental con distinta longitud en cada caso; se empleard la misma
notacién para ambas salvo cuando haya lugar a confusién.



6.1. COMPARACION TEORICA 155

Segundo, esta forma de las ecuaciones en diferencias para g(n) depende de
la ecuaciéon homogénea asociada a la evolucién del vector de error en los pesos
Aw(n):

Para RIV: Aw(n) = AAw(n — 1)
Para ORIV: Aw(n) = M2Aw(n — 1)

que son consecuencia de aplicar promediado directo a las ecuaciones en diferen-
cias originales para Aw(n), ecuacién (3.31) para RIV y ecuacién (4.63) para
ORIV.

Tercero, estas ecuaciones en diferencias originales se obtuvieron partiendo
de la ecuacién de actualizacién del vector incégnita, ecuacién (3.29) para RIV
y ecuacién (4.61) para ORIV y teniendo en cuenta que los respectivos errores
se podian reescribir como sigue:

Para RIV: e(n) = eg(n) — 2 (n)[w(n — 1) — w;]
Para ORIV: a(n) = ( 0 ) n < ' (n)[z(n — 1) — ®(n — Dw(n — 1)] )

eoln) 2! (n)fwo — w(n — 1)]

La diferencia entre ambos estd en que para RIV se cumple exactamente que
®(n)w(n)= z(n), pero no para ORIV en el que ||®(n)w(n) — z(n)|| es minima,
ya que se resuelve mediante minimos cuadrados. Por tanto, la diferencia

®(n)w(n) - z(n)
que aparece en a(n) es una contribucién mas al error en ORIV.

Cuarto, para recuperar RIV a partir de ORIV hay que suponer que este
nuevo error es cero, por 1o que la expresién (4.63) se convierte en:

Aw(n) = [I =T (n)®!(n)Z(n)z! (n)|Aw(n — 1)+

NN (6.19)
+T 7 (n)®" (n)Z(n)eo(n)

y ahora suponer que la matriz ®(n) es cuadrada y que por tanto I'"'(n) =
&' (n)®(n), con lo que la expresién anterior queda como:

Aw(n) = [I — &' (n)Z(n)z' (n)]Aw(n — 1)+ (6.20)
& (n)&(n)eo(n) '

que efectivamente es la ecuacién en diferencias de partida (3.31) para RIV.

Por tanto, que aparezca un A? como coeficiente en la ecuacién homogénea,
asociada en ORIV (tras aplicar promediado directo) y no un A, es debido a
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la componente adicional del error. Esto hace que converja mas rapido (por-
que cuenta con mas informacién) pero ademds que haya mds términos no ho-
mogéneos.

Una vez aclarado el origen de ese factor 1/2 extra hay que plantear la pre-
gunta fundamental: ;Cudl de las expresiones (6.12) y (6.14) da un g(oo) menor?.
Como a grosso modo tanto Sg como % son de la forma RM/RQ, la principal
diferencia al tomar la traza va a ser la dimensién de las matrices. Supéngase
que hay ¢ incognitas y [ es la longitud del vector de variable instrumental para
ORIV. La aproximacién siguiente estd basada en suponer que la traza se toma
a matrices diagonales multiplo de la identidad:

Bq ~ qb (6.21)
F ~1b (6.22)

con lo que los valores en convergencia para el MSD se pueden escribir como:

Para RIV: ¢(00) = 152¢b

Para ORIV: g(oc) = 12210

Noétese que la definicién de Sg para RIV estd en la ecuacién (6.18). A partir
de los cuales se puede deducir, bajo esta hipdtesis tan burda, que el MSD en
convergencia para ORIV serd menor que para RIV siempre y cuando 2q > I, es
decir, si el nimero de ecuaciones no dobla al nimero de incégnitas.

Término debido al ruido de estimaciéon

Las expresiones que se obtuvieron para estos términos para cada algoritmo
fueron:

Para RIV (aproximaciones I y II, usadas en los apartados 3.2.2 y 3.2.3 respec-
tivamente):
1-x?

50V

q(o0) =

Para ORIV (aproximacién I, usada en el apartado 4.2.3):

(1= 27 (1=
a(oo0) = Egzv + L,
Para ORIV (aproximacién I, usada en el apartado 4.2.4):
1-))3 1-X)°3
o) = Lo ot ay + Lo, v )
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Debido al error de minimos cuadrados aparecen, como ya se ha comentado,
nuevos términos no homogéneos en la ecuacién en diferencias para Aw(n) que
acarrea nuevos términos no homogéneos en ¢(n) y por tanto contribuciones
nuevas en g(oo). Por esto, en principio ORIV debe tener méas g(oco) causado
por el ruido de estimacién pero como la contribucién al g(co) total es del orden
de (1 — )\)? puede que no influya mucho y se siga cumpliendo que el MSD en
convergencia para ORIV es menor que para RIV.

La diferencia entre el factor 1/2 y 1/4 se explica como antes.

6.1.3 Analisis tedrico de cada faceta. Ambientes no esta-
cionarios

A continuacién se extienden los comentarios realizados a ambientes no esta-
cionarios.

Convergencia en media. Soluciéon general de la homogénea

A diferencia de lo que ocurria para ambientes estacionarios la ecuacién en
diferencias que rige la convergencia en media es no homogénea. La ecuacién
homogénea asociada a cada algoritmo es:

Para RIV: E[w(n)] = A"E[w(0)]
Para ORIV: E[w(n)] = A>"E[w(0)]
Como se sabe la informacién que se puede obtener de aqui es el tiempo nece-

sario para alcanzar el estado estacionario. Repitiendo cdlculos similares a los
realizados con anterioridad se obtienen los respectivos tiempos de convergencia:

Para RIV: 7 = ﬁ

Para ORIV: 7 = 57

De nuevo el menor tiempo de convergencia para ORIV se debe al error de
minimos cuadrados, que incorpora mayor informacién en el error a priori a(n)
que en e(n).

Convergencia en media. Solucién particular de la no homogénea

Las expresiones de interés son, en este caso:
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Para RIV: Elw(n)] = (1 — Nwo(n) + (1 — X) S0, Mwo(n — i)

Para ORIV: E[w(n)] = (1 — Nwo(n) + (1_—;‘2) > A wg(n — i)

La contribucién a la media de los estimadores por parte de wgo(n) es la misma
para cada algoritmo, pero no asi las contribuciones debidas a instantes anteriores
wo(n —i) i > 0. Una forma de comprobar para cudl de los dos esta segunda
contribucién (indeseada) es mas importante es calculando el tiempo de retardo
para alguna situacién particular sencilla.

Este tiempo de retardo ya se calculd para el caso en el que las incégnitas
verdaderas cambiaran con el tiempo segiin una evolucién temporal lineal. Te-
niendo esto en cuenta las expresiones anteriores, se obtienen unos tiempos de
retraso dados por:

Para RIV: 7= 25

G A
Para ORIV: 7 = 12
Como el tiempo de retraso para ORIV es menor que para RIV (siempre y cuando

A < 1), la influencia de pesos a tiempos anteriores al actual n son menores en
el primero que en el segundo.

MSD en convergencia debido a la no estacionariedad

La dltima contribucién que faltaba por analizar del MSD(o0) es la siguiente:

Para RIV: ¢(o0) = Wptp _ %ﬁptp +2pip + %pth

Para ORIV: D(00) = qriy=p'p — Ip'p + S72p'Hp

Recuérdese que la definicién de la matriz H diferfa en uno y otro algoritmo.
Para RIV era de la forma:

H =2(1-)) lim i N H (n — i) (6.23)
i=0
donde
H(n) = E[z(n)&' (n) R (n) R~ (n)&(n)x!(n)] (6.24)
y para ORIV era de la forma:

_ _ . 43 o
H =4(1-)) nlgr;o;A H(n—1i) (6.25)
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donde
H(n) = E[z(n)&' (n) R(n)(R'(n) R(n)) "’ R’ (n)&(n)a" (n)] (6.26)

En primer lugar, para estudiar la equivalencia RIV-ORIV téngase en cuenta que
si la matriz R es cuadrada, la matriz H(n) coincide tanto en su versién RIV
como ORIV. Para hacer coincidir las definiciones de H es necesario recurrir a
la regla de sustituir los factores 2 por 4 y los A2 por A\* al pasar de RIV a ORIV.

De esta manera se logra perfecta equivalencia para los términos que dependen
de H, el resto de términos proviene de una simplificacién més laboriosa para
A~ 1

Aunque no es algo propio de la comparacién RIV-ORIV, conviene hacer
notar aqui que para incluir el resto de contribuciones a MSD(o0) (es decir, por
ruido de medicién y de estimacién) en ambientes no estacionarios, hay que tener
en cuenta la dependencia temporal de las magnitudes y darles un tratamiento
similar al dado aqui a H(n) para reexpresarla como H. Se pueden tener en
cuenta las mismas expresiones que para ambientes estacionarios pero cambiando,
por ejemplo, §(n) (definida por la expresién (4.92)) por

n—1
~ _ . 44 ~ o
Fy=4(1-A) nlgl;o ; Ay (n — 1) (6.27)
ya definida en (4.96). Nétese que hay que tener en cuenta si la magnitud estd
asociada a RIV o a ORIV para incluir los factores y exponentes adecuados.

Asimismo téngase en cuenta que las distintas contribuciones a MSD(oc0)
tienen la misma dependencia en (1 — \) para RIV que para ORIV, por lo que
dado el factor 4 en el denominador de los sumandos para ORIV contra el factor
2 para RIV, es de esperar que el MSD debido a rastreo sea también menor para
ORIV que para RIV.

Factor de olvido 6ptimo

Para terminar con el andlisis tedrico se analizara el factor de olvido 6ptimo
para cada algoritmo:

\ 1/3
. —1_ ip'p
Para RIV: Aoyt =1 — (7222 )

: 1/3
Para ORIV: Aoy = 1 — (213717)

o37+ptHp

Por simplificar se supondrd de nuevo que g ~ ¢b y que 4 ~ lb, y se discutirdn
dos casos:
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1. Si el error de medicién es muy grande:

4ptp 1/3
Para RIV: Agpt ~ 1 — <a2qb> (6.28)
0
2 t 1/3
Para ORIV: Ayt ~ 1 — < 0’; lé’ ) (6.29)
0

Y por tanto resulta que el factor de olvido éptimo para RIV es menor que
para ORIV, es decir, necesita menos memoria para operar de forma que
dé un MSD en convergencia minimo.

2. Si la variacién lineal es muy grande:

4ptp 1/3

Para RIV: Agpy ~ 1 — (pth> (6.30)
2p'p \'*

Para ORIV: Appe ~ 1 — (pth> (6.31)

Y también resulta que el factor de olvido ptimo para RIV es menor que
para ORIV.

En conclusién, ORIV siempre necesita un A mayor para trabajar en condiciones
Optimas.

6.1.4 Conclusiones del andlisis tedrico

A la vista de todo lo discutido en este capitulo hasta ahora es de esperar que
ORIV converja antes en media y en media cuadritica, con un valor de g(oo)
compuesto de ruido de estimacién y medicién menor (aunque en particular el
de estimacién sea mayor.). Ademds presenta menor tiempo de retraso y menor
q(00) debido a la no estacionariedad.

En definitiva, para A fijo ORIV es mejor. Sin embargo seria aun conve-
niente comparar el g;,(00) de ambos algoritmos. Para lo cual es conveniente
considerar las siguientes expresiones como representativas del g(oo) para cada
algoritmo:

Para RIV: g(c0) = ﬁptp + %pth + %08[3@.

Para ORIV: ¢(o0) = mptp + %pth + %agﬂQ.

En ellas se ha eliminado la contribucién del ruido de estimacién y se han dejado
la méas influyente del ruido debido a rastreo junto con la debido al ruido de
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medicién, (y otra del mismo orden debido al ruido de rastreo por mantener el
equilibrio en la aproximacién).

Si en ellas se sustituye el valor de A por el de Ay, se obtiene el MSD en
convergencia minimo:

Para RIV: gpin(00) = 22/3%(0[2)BQ + pt Hp)*/3(pip)'/3 .

Para ORIV: guin(o0) = 21/3%(03’7 + pt Hp)?/3 (ptp)'/3

Para estudiar las condiciones bajo las cuales el algoritmo ORIV dara un MSD

c . o) .
en convergencia éptimo q,(mzz(oo) menor que RIV, se supondrd que o5 es sufi-

cientemente grande y de nuevo que Sg ~ gb y que ¥ ~ [b. Con esto se tiene
que:
(R)

min o, 91/3 (4 2/3
min 9.2 (l) (6.32)

Qmin

Y por tanto qf??izz serd menor que el equivalente para RIV si 22¢ > [, es decir,

mientras que el numero de ecuaciones sea menor que 4 veces el nimero de
incégnitas.

Que ¢min(00) sea menor para ORIV que para RIV es consecuencia particular
de lo que se afirmaba con anterioridad de que ORIV, a A fijo, da menor ¢(oo)
que RIV.

Todas las ventajas con las que cuenta ORIV sobre RIV se deben, o asi se ha
de suponer, a que cuenta con mayor informacién. Esta mayor informacién hace
que converja antes, aunque con mas ruido de estimacién; por suerte este ruido
de estimacién es dos 6rdenes inferior que el ruido de medicién y por tanto no
afecta muy negativamente.

Como complemento, en el apéndice E se muestra que tras la eliminacién de
esa informacién adicional, lo que aqui se ha llamado error de minimos cuadrados,
y tras considerar sistemas con matrices cuadradas, el algoritmo RIV se puede
recuperar del ORIV.

6.2 Comparacion experimental

La comparacion tedrica llevada a cabo en el apartado anterior ha predicho
un superior comportamiento de ORIV respecto al de RIV. Con el fin de com-
probar experimentalmente este extremo, en este apartado se llevaran a cabo
simulaciones para la identificaciéon de sistemas tanto en ambientes estacionarios
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como no estacionarios. Por un lado se ha construido de nuevo el método ORIV-
C3C4 y por otro se ha procedido de forma andloga con RIV para construir el
método RIV-C3C4. Recuérdese que el primero no es mas que ORIV aplicado a
la resolucién de la ecuacién (5.18).

6.2.1 Comparacién en ambientes estacionarios

El sistema identificado es un MA de orden 2, denominado ERO, con co-
eficientes MA= [1 — 1.1314 0.6400], bajo las mismas condiciones que en
simulaciones anteriores: misma senal de excitacién, misma forma de generar el
ruido aditivo gaussiano, etc., salvo que ahora las series tienen 30000 muestras.
Las relaciones senal-ruido estudiadas son 20, 10, 5, 0 y —5 dB.

Los resultados obtenidos se recogen en las graficas de aprendizaje, en las
figuras 6.1(b) y 6.1(a) para ORIV-C3C4 y RIV-C3C4 respectivamente, y en las
tablas que muestran la media y la varianza de los estimadores obtenidos en la
ultima iteracién, tablas 6.3 y 6.2 respectivamente. De ellos se puede obtener la
siguiente informacidn:

Puntos a destacar a partir de la curva de aprendizaje

Como se aprecia claramente en las graficas correspondientes, el método
ORIV-C3C4 converge bastante mas rdapido que el RIV-C3C4 y ademas lo hace
a valores mas bajos de MSD. Esto corrobora lo deducido con las expresiones
tedricas, aunque quizds la diferencia entre uno y otro método sea mayor de lo
esperado: en este caso concreto ORIV-C3C4 cuenta con 2 ecuaciones mas que
RIV-C3C4 que cuenta con 5 ecuaciones, teniendo ambos 5 incégnitas. Estas 2
ecuaciones extra y, como se dijo en teoria, la forma de resolverlo por minimos
cuadrados mejoran enormemente los resultados.

También se aprecia como cuanto menor es la SNR mayor diferencia hay entre
uno y otro método, siempre a favor de ORIV-C3C4. La MSD tan alta de RIV-
C3C4, jsera como consecuencia del sesgo o de la varianza de los estimadores?

Puntos a destacar a partir del sesgo y varianza de los estimadores

Como se puede apreciar de las tablas el gran MSD para RIV-C3C4 se de-
be al sesgo en el estimador del segundo pardmetro y a la varianza de ambos
parametros, tanto en los estimadores tipo 1 como tipo 2. Aunque quizés lo que
méas destaque sea la gran varianza observada.
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Iteracion x10° Iteracion x10°
(a) RIV-C3C4 (b) ORIV-C3C4

Figura 6.1 Curvas de aprendizaje. Modelo ERO. { =20 dB, O=10 dB,
x =5 dB, +=0 dB y *= —5 dB.

Segiin apuntaba el MSD, para 5 dB RIV-C3C4 ya no da ningin tipo de
informacién.

Estimadores tipo 1 Estimadores tipo 2
SNR b1 b2 var b1 var bz bl b2 var b1 var bz
20 —1.1267 | 0.4085 | 0.0689 | 0.4875 | —1.1341 | 0.5167 | 0.0628 | 0.4024
10 —1.1278 | 0.1188 | 0.1292 | 0.6525 | —1.1272 | 0.3698 | 0.1170 | 0.6631
5 —0.7720 | 0.2405 | 1.2512 | 1.2056 | —0.9156 | 0.1579 | 0.7905 | 1.1239
0 —0.3877 | 0.0982 | 1.4087 | 1.4031 | —0.9718 | 0.7356 | 1.2253 | 1.3947
—5 | —0.0129 | 0.2192 | 1.4803 | 1.6341 | —0.4786 | 0.9939 | 1.5628 | 1.1496

Tabla 6.2 Media y varianza de los estimadores de RIV-C3C/4. Modelo ERO.

Estimadores tipo 1 Estimadores tipo 2
SNR b1 bz var b1 var bg b1 bz var b1 var bg
20 —1.1313 | 0.6384 | 0.0160 | 0.0278 | —1.1328 | 0.6363 | 0.0229 | 0.0539
10 —1.1311 | 0.6303 | 0.0232 | 0.1037 | —1.1330 | 0.6236 | 0.0329 | 0.1116
5 —1.1298 | 0.5173 | 0.0371 | 0.3640 | —1.1315 | 0.5606 | 0.0566 | 0.3033
0 —1.0526 | 0.3200 | 0.2936 | 0.5443 | —1.0836 | 0.5807 | 0.1475 | 0.4924
-5 —0.4523 | 0.2956 | 1.7727 | 1.6404 | —0.6078 | 0.8320 | 0.5773 | 0.4734

Tabla 6.3 Media y varianza de los estimadores de ORIV-C3C). Modelo ERO.
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6.2.2 Comparacién en ambientes no estacionarios

En este caso el sistema a identificar es también un MA de orden 2, denomi-
nado NERO, pero con pardmetros iniciales MA=[1 —1 0.75], que sufre una
evolucién temporal lineal con pendiente dada por p =[0 —1/16000 1/16000].
La longitud de las series estudiadas es de 5000 datos no estando contaminadas
de ruido aditivo. El resto de parametros de la simulacién se fijan de forma
analoga a las ya realizadas con anterioridad.

La informacién obtenida ahora se presenta en las curvas de aprendizaje,
figuras 6.7 y 6.6 para ORIV-C3C4 y RIV-C3C4 respectivamente, en las curvas
de evolucién de la media de los estimadores, figuras 6.8- 6.11 para ORIV-C3C4
y 6.2-6.5 para RIV-C3C4, y en la tabla 6.4 que recoge el sesgo y la varianza
de los estimadores en la ultima iteracién. De toda esta informacién se puede
deducir lo siguiente:

Puntos a destacar de la curva de aprendizaje

Igual que sucedia en ambientes estacionarios, ORIV-C3C4 converge antes y
a un MSD menor. El comportamiento para RIV-C3C4 es muy irregular y acaba
con una clara tendencia divergente; como se comprobard al analizar la media y
la varianza, esto se debe a la gran varianza de los estimadores. Hay que destacar
que en general, en todas las representaciones gréficas, RIV-C3C4 presenta un
comportamiento muy irregular y ruidoso.

Puntos a destacar de las gréaficas de la evoluciéon de la media

Tal y como se esperaba del anilisis tedrico ORIV-C3C4 converge al estado
estacionario (steady state) antes que RIV-C3C4. Sin embargo ORIV-C3C4 tiene
menor tiempo de retraso para los estimadores tipo 1 pero mayor para los tipo 2.
En particular la media de los estimadores tipo 2 de RIV-C3C4 reproduce casi
exactamente el comportamiento real de los pardmetros.

No se aprecia ni la menor tendencia divergente por lo que el motivo de la
divergencia del MSD debe ser un aumento progresivo de la varianza.

Puntos a destacar de las tablas de media y varianza

Como ya se ha comentado los estimadores no presentan sesgo apreciable, sin
embargo la varianza de los estimadores tipo 1 es un tanto elevada y la del tipo
2 ya es excesiva para RIV. Esto ultimo debe ser la causa del alto MSD.
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Estimadores tipo 1 Estimadores tipo 2
bl b2 var b1 var bz bl b2 var b1 var bz
C | —1.3118 | 1.0618 | 0.0000 | 0.0000 | —1.3118 | 1.0618 | 0.0000 | 0.0000
O | —1.2794 | 1.0297 | 0.0897 | 0.0987 | —1.2882 | 1.0147 | 0.1441 | 0.1398
R | —1.2691 | 1.0030 | 0.1647 | 0.2406 | —1.3062 | 1.0331 | 0.5025 | 0.4849

Tabla 6.4 Media y varianza de los estimadores de ORIV-C8C4 y RIV-C3CY.
Modelo NERO. (c= wvalores correctos de los coeficientes, O=0ORIV, R=RIV)

En definitiva, los resultados experimentales corroboran los resultados tedricos
en cuanto a tiempo de convergencia de la media y del MSD, asimismo confir-
man que ORIV-C3C4 alcanza un menor MSD en todos los ambientes. Segiin el
anilisis tedrico RIV-C3C4 debia tener, asimismo, un tiempo de retraso mayor,
este es el unico punto no confirmado experimentalmente.

La falta de la informacién adicional en RIV hace que sus estimadores no
sean de la calidad de los de ORIV, destacando sobre todo por su gran varianza.

Menos caricaturesca, aunque sigue los mismos patrones dados en los dltimos
comentarios, resulta la comparacion RIV-ORIV con un modelo de orden 1.
A modo ilustrativo se presenta la media y varianza de los estimadores, en la
iteracién 30000, de los coeficientes del modelo ERO2 definido como MA(2)=
[I —1.25], en la siguiente tabla:

Método RIV-C3C4 Método ORIV-C3C4
Tipo 1 Tipo 2 Tipo 1 Tipo 2
SNR bl var b1 bl var b1 b1 var bl b1 var bl
20 —1.250 | 0.014 | —1.252 | 0.023 | —1.251 | 0.014 | —1.251 | 0.022
10 —1.251 | 0.018 | —1.252 | 0.031 | —1.251 | 0.018 | —1.250 | 0.026
5 —1.250 | 0.028 | —1.247 | 0.052 | —1.253 | 0.026 | —1.246 | 0.039
0 —1.258 | 0.063 | —1.251 | 0.140 | —1.278 | 0.063 | —1.214 | 0.082
-5 —0.545 | 1.311 | —0.581 | 1.758 | —1.718 | 9.819 | —0.878 | 0.309

Tabla 6.5 Media y varianza de los estimadores. Modelo ERO2.
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Parte 11

Algoritmos adaptativos de
minimo error cuadratico
medio con estadistica de

alto orden. Analisis y
aplicacién a identificacién
ciega
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Introduccion

Esta segunda parte de la Memoria comparte en su estructura muchos de los
puntos de la primera parte. Ahora el problema de la estimacién lineal se resuelve
minimizando una funcién coste distinta, el error cuadratico medio. Debido a
esta diferencia los algoritmos empleados para obtener la solucién tienen unas
propiedades distintas.

El minimo error cuadratico medio se alcanza tras un proceso de biisqueda a lo
largo de una trayectoria en el espacio de parametros definida en cada punto por
la direcciéon del gradiente y sentido opuesto. Dado que se desconoce la funcién
densidad de probabilidad se hace necesario estimar el gradiente, normalmente
adopta el valor que toma en la realizacién en la que se estd trabajando (estimador
instantaneo). De esta manera se construye el algoritmo de gradiente estocastico
maés difundido, el LMS o algoritmo del cuadrado de media minima (Least-Mean
Square).

El gradiente se anula una vez alcanzado el minimo, esta condicién tiene una
naturaleza tal que permite ser interpretada como una condicién de ortogonalidad
entre el vector de datos empleados en la estimacién y el error de estimacién. A
su vez esta condicién se puede reexpresar como un sistema de ecuaciones lineales
donde las incognitas son los coeficientes de la estimacién lineal.

El algoritmo LMS es capaz de imponer la condicién de ortogonalidad cuan-
do la matriz asociada es cuadrada. Ademds, dada la naturaleza del problema
(estimacién lineal con funcién de coste cuadratica) la estadistica implicada es
de segundo orden. La principal ventaja con respecto al RLS (que trabaja en
idénticas condiciones) es su reducida carga computacional, aunque presenta un
comportamiento algo més pobre. Por tanto, si se desean algoritmos adaptativos
con baja carga computacional hay que recurrir a los de gradiente estocéstico.

De igual manera que si se necesitaba introducir estadistica de alto orden en
el problema, el RLS debia ser sustituido por el RIV, en la misma circunstancia el
LMS se debe sustituir por el LMS generalizado o GLMS. La principal desventaja
que presenta este nuevo algoritmo es que si la matriz asociada no es definida,
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no es capaz de converger y por tanto no permite resolver el problema.

Con estos antecedentes los objetivos perseguidos en esta parte de la Memoria
son:

i) Solventar el problema del algoritmo GLMS de manera que pueda converjer
con matrices no definidas.

ii) Encontrar un algoritmo equivalente a ORIV tipo gradiente estocdstico. Es
decir, que trabaje bien en problemas con matrices sobredeterminadas que
incluyan estadistica de alto orden.

El cumplimiento de estos objetivos se fundamenté sélidamente en el analisis del
algoritmo ORIV presentado en la primera parte. Asilas aportaciones principales
de esta parte son:

1. A partir de una condicién de ortogonalidad derivada en el capitulo 4 se
rederivé el algoritmo GLMS, dotdndole de base, en contra de su obtencién
ad-hoc en [AAMO96].

2. Se ha llevado a cabo un andlisis riguroso del ya existente algoritmo GLMS
en ambientes estacionarios, mediante el empleo de diversas aproximacio-
nes.

3. El anélisis teérico del GLMS se ha contrastado con resultados simulados,
apreciandose muy buena concordancia.

4. A partir de la misma ecuacién de ortogonalidad se construyen dos nue-
vos algoritmos, OGLMS1 y OGLMS3, como equivalentes del ORIV en la
familia del gradiente estocastico.

5. Se analizan los algoritmos OGLMS1 y OGLMS3. De este andlisis se des-
prende el mejor comportamiento del primero por lo que se elegird para
perfilar ain mas sus propiedades.

6. Como consecuencia de ese resultado de depuracién, el OGLMSI1 genera el
algoritmo AOGLMS, punto final de la bisqueda. Este algoritmo cumple
las propiedades requeridas de trabajar con matrices sobredeterminadas,
con sus reducidas cuadradas no definidas e involucrando estadistica de
alto orden.

7. Por ultimo se proponen tres nuevos algoritmos: CGLMS, A1GLMS y
el PNGLMS. El ultimo es una versién normalizada del GLMS; los dos
primeros son un intento sencillo de solventar el problema de matrices no
definidas y donde haya mds ecuaciones que incégnitas. Se incluye un
andlisis de todos ellos.
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En definitiva, toda esta parte esta orientada a encontrar un algoritmo robus-
to, tipo gradiente estocastico que trabaje en la situacién més general posible.
El resultado es el AOGLMS.

La presente parte se estructura de la siguiente manera. En el capitulo 7 se
sientan las bases del problema a resolver presentando el algoritmo LMS y su
analisis correspondiente con el fin de ir haciendo mas familiares las hipdtesis
utilizadas. En el capitulo 8 se presenta el Principio de Ortogonalidad Sobre-
determinado y Generalizado como fuente de los algoritmos GLMS, OGLMS1 y
OGLMS3 y se analiza el primero de ellos con bastante profundidad ya que es
un algoritmo existente en la literatura que carecia de un andlisis riguroso. En
el capitulo 9, tras un andlisis tedrico se decide proseguir mejorando el OGLMS1
en detrimento del OGLMS3. Con él, en el capitulo 10 se construye finalmente el
algoritmo AOGLMS donde un apropiado andlisis teérico confirma su convergen-
cia, corroborada por resultados de simulaciones. Para concluir, en el capitulo 11
se presentan los algoritmos CGLMS, A1GLMS y PNGLMS junto con un breve
andlisis que informe de su convergencia y corroborado mediante resultados de
simulaciones.
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Capitulo 7

El algoritmo del cuadrado
de media minima LMS

Introduccién

Antes de comenzar con la presentacién de algoritmos nuevos y con el anélisis
de otros ya existentes, es conveniente, para fijar un método de trabajo, incluir
el algoritmo LMS junto con el estudio de su convergencia por ser temas profun-
damente tratados en la bibliografia y con sélidos fundamentos.

Este capitulo se encuentra estructurado en los siguientes apartados. En
el apartado 7.1 se describe el problema de la estimacién lineal de variables
aleatorias y su solucién éptima mediante un filtrado Wiener. A partir de esta
base se construye el algoritmo LMS de forma natural gracias al método de
maxima pendiente, en el apartado 7.2. Las técnicas e hipdtesis que se suelen
emplear en el andlisis de este tipo de algoritmos estan recogidas en los apartados
7.3 y 7.4 donde se estudia la convergencia en media y en media cuadratica del
LMS respectivamente.

7.1 Estimacion lineal de variables aleatorias. Fil-
trado Wiener

El problema de la estimacion de variables aleatorias es uno de los mas im-
portantes dentro del campo de la estadistica [Pap84]. Consiste en construir, a
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W {w}i=1.g

Figura 7.1 FEstimacion lineal de una respuesta deseada

partir de una variable conocida, otra de forma que se aproxime lo mas posible
a una variable dada. La nueva variable asi construida se denomina estimador.
Por ‘aproximarse’ se quiere indicar que se ajusta al criterio de seleccion estable-
cido; éste puede ser el de menor error cuadratico medio, menor valor absoluto
del error o simplemente menor media del error de estimaciéon. En general, el
problema se enuncia de la siguiente manera: Dada una variable aleatoria v,
se busca el mejor estimador § = c(x), que minimice la funcién f(e) del error
e =y —y. La variable aleatoria x es conocida y lo que queda por determinar es
la funcién c() una vez especificado el criterio de error (funcién f()).

En particular en este apartado se va a estudiar el caso de estimacién lineal
basada en un criterio de menor error cuadratico medio: dada una variable alea-
toria y, se busca el estimador § = az que minimice E[(y — ¢)?], siendo a un
escalar. La condicién de minimo se alcanza para aquel valor de a que verifique
E[(y — 9)x] = 0, que es lo que se conoce como principio de ortogonalidad para
estimacién lineal de menor error cuadratico medio. Se puede interpretar dicien-
do que el error es ortogonal a los datos (variable conocida). Dos variables de
media 0 se dicen ortogonales si no estan correlacionadas.

A continuacién se generaliza el problema de estimacién al caso de contar
como datos con un conjunto {z(n)...z(n — p)} de variables aleatorias, pertene-
cientes a un proceso, para generar una senal de salida d(n).

El principio de ortogonalidad se establece como una condicién, deducida a
partir de imponer cierto criterio de minimizacién, en el problema de estimacién.
Normalmente lo que se minimiza es el error cuadratico medio, tal y como ocurre
en el filtrado Wiener, donde el error se define como la diferencia entre la salida
del filtro wiener y(n) y la sefial de referencia a estimar d(n) (véase la figura 7.1).
El objetivo perseguido es encontrar un filtro wg que sea capaz de producir como
salida la sefial de referencia, teniendo como entrada la serie conocida x(n).
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Los coeficientes wq del filtro se definen como aquellos que minimizan el MSE:
MSE = E[|d(n) — whz(n)|’]
o equivalentemente, como aquellos que verifican la condicién de ortogonalidad:

E[z(n)(d(n) — whz(n))] = 0 & E[z(n)eg(n)] = 0 (7.1)

Es sumamente interesante interpretar esta condicién desde un punto de vista
estadistico. Se puede suponer que la respuesta a estimar es d(n) = whx(n) +
eo(n), donde ep(n) es ruido independiente del resto de variables aleatorias. Toda
la informacién que pueda llevar x(n) sobre d(n) estd en wp; imponer (7.1) es
extraer dicha informacién. Que dos variables aleatorias estén decorrelacionadas
significa que no comparten informacién en el sentido de la prediccién lineal:
que una no se pueda estimar linealmente conociendo la otra. El principio de
ortogonalidad lo que asegura por tanto es que en el error de estimacién no

quede ninguna informaciéon que pueda ser aportada por los datos conocidos

z(n) = [z(n)..x(n — p)]t.

Una explicacién cuantitativa podria ser la siguiente. De (7.1) se obtiene que
wo = E[z(n)z! (n)] 'E[z(n)d(n)] (7.2)

Si E[z(n)d(n)] = 0, es decir, si la sefial a estimar y los datos con los que se
cuenta no estan correlacionados, si &(n) no contiene ninguna informacién acerca
de d(n), resulta que wo = 0 y el mejor estimador de d(n) es el 0 con un error
de estimacion E[(d(n) — whx(n))?] = E[d?(n)] = 07 que no dice nada desde un
punto de vista de la estimacién lineal en media cuadrética. Se sigue teniendo el
mismo desconocimiento de d(n).

El principio de ortogonalidad también posee una interpretacién geométrica,
recibiendo en este caso el nombre de teorema de proyecciéon. Considérese el es-
pacio vectorial de las variables aleatorias, junto con el producto escalar definido
como el valor esperado:

<y,z >= E[yz]

El estimador de d(n) estd contenido en el subespacio generado por {z(n)...x(n—
p)}, minimizar el MSE significa minimizar la distancia entre d y su estimador:
La distancia més corta se produce cuando e(n) es ortogonal a dicho subespacio,
es decir, cuando se verifica el principio de ortogonalidad. Como se aprecia en la
figura 7.2 el estimador éptimo es la proyeccién de d(n) sobre el subespacio, de
ahi el nombre de teorema de proyeccion.

El criterio aqui dado para estimador 6ptimo estd relacionado con el error
cuadratico medio y por tanto con la estadistica de segundo orden de x(n) y la
correlacién entre x(n) y d(n). Si se eligiera la minimizacién de otra funcién de
error que involucrase potencias de mayor orden, apareceria estadistica de orden
superior y por tanto la definicién de ‘informacién’ seria distinta.
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Figura 7.2 Representacion grdfica del Teorema de Proyeccion

7.2 El algoritmo LMS

Una manera de acercarse al minimo de una funcién es ir, una vez situado en
un punto concreto, en la direccién contraria a la que marca el gradiente. Por
tanto, si se quiere minimizar el MSE como funcién de los coeficientes del filtro,
se puede proponer la siguiente ecuaciéon para determinar el camino a seguir en
la bisqueda del minimo:

w(n) = w(n — 1) + pEle(n)z(n)]

recuérdese que, segin lo visto en el apartado anterior, el gradiente del MSE
en el punto w(n — 1) se puede escribir como V = —E[e(n)z(n)] donde e(n) =
d(n) — w!(n — 1)z(n). Teniendo en cuenta estas definiciones la ecuacién de
actualizacién anterior se puede reescribir como:

w(n) =w(n —1) + ufr — Rw(n — 1)] (7.3)

donde 7 es el vector de correlacién entre la respuesta deseada y el vector de
entrada y R es la matriz de autocorrelacion del vector de entrada.

El espacio en el que se avanza en la direccién del gradiente viene controlada
por el factor p y por tanto recibe el nombre de tamafio del paso. Una vez fijado
un valor inicial w(0) y un tamafio del paso, la recursién anterior converge al
vector wg dado por la ecuacién de Wiener (7.2). Este algoritmo recibe el nom-
bre de méxima pendiente, ya que el gradiente indica en cada punto la direccion
de mayor variacién de una funcién. Para consultar las propiedades de la con-
vergencia de este algoritmo véase por ejemplo [Hay96]. Lo que si cabe destacar
es que una vez ha convergido a wq el valor del MSE toma su valor mas bajo;
este valor mfnimo es MSEyin = E[e2(n)].
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La principal desventaja del algoritmo de maxima pendiente es que para
poder aplicar la recursién dada en la expresién (7.3) es necesario conocer exac-
tamente la estadistica de z(n) y de d(n) para poder construir las correlaciones
pertinentes. Este conocimiento no se tiene en la mayoria de las ocasiones y por
tanto se hace preciso estimar dichas cantidades. Una posible opcién es emplear
un estimador instantaneo, de forma que la recursién quedase como

w(n) =w(n —1) + pe(n)x(n) (7.4)

La principal diferencia es que este algoritmo cuenta con un gradiente estocastico
y por eso se dice que pertenece a la familia de los algoritmos de gradiente
estocastico, recibiendo el nombre de algoritmo del cuadrado de media minima
o Least-Mean-Square (LMS) [WH60].

En lo que resta de capitulo se va a proceder a analizar la convergencia del
algoritmo LMS! en ambientes estacionarios. Una expresién que serd muy util
en lo sucesivo se obtiene restando wo a ambos miembros de (7.4) de manera
que se puede escribir que

Aw(n) = [I — pz(n)z' (n)]Aw(n — 1) + peo(n)z(n) (7.5)

donde el vector de error en los coeficientes del filtro se define como Aw(n) =
w(n) — wo.

7.3 Convergencia de la media

Para que el algoritmo converja a wq es necesario, aunque no suficiente, que
E[Aw(n)] — 0 cuando n — co. A este tipo de criterio se denomina en [Hay96]
convergencia de la media, y coincide con lo que siempre se ha llamado como
convergencia en media en la parte de esta Memoria relativa a los algoritmos
RLS, RIV y ORIV. En [Hay96] la convergencia en media tiene que ver con la
convergencia del valor esperado de la norma del vector de error: E[|| Aw(n) |],
criterio este suficiente para asegurar la convergencia.

Para estudiar la convergencia de la media se toma valor esperado a ambos
miembros de la expresién (7.5), quedando:

E[Aw(n)] = E[[I — pz(n)z'(n)]Aw(n — 1)] +0 (7.6)

El segundo sumando es nulo por el principio de ortogonalidad. Falta calcular el
valor esperado E[z(n)z!(n)Aw(n — 1)] para lo cual se recurrird a las hipStesis
de independencia, ya enunciadas para los algoritmos tipo Least Squares y que
para el LMS establecen que:

I Multiples articulos tratan acerca de la convergencia del LMS: [Bit83], [FW85], ...
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Hipétesis de independencia

1. Los vectores de entrada x(1), ®(2), ..., ¢(n) constituyen una serie de
vectores estadisticamente independientes.

2. A tiempo n, el vector de entrada x(n) es estadisticamente independien-
te de todas las muestras previas de la respuesta deseada, esto es, de

d(1), d(2), ..., d(n —1).

3. A tiempo n, la respuesta deseada d(n) depende del vector de entrada
correspondiente x(n), pero es estadisticamente independiente de todas las
muestras previas de la respuesta deseada.

4. Los procesos de entrada y de respuesta deseada, x(n) y d(n), consisten
en variables aleatorias distribuidas mutuamente de forma gaussiana para
todo n.

A la vista de la ecuacién (7.5) se puede afirmar que Aw(n) es funcién de
{z(n), z(n—-1), ..., (1), d(n), d(n—1), ..., d(1)} y de Aw(0). Teniendo en
cuenta las hipédtesis de independencia 1 y 2 resulta que el vector Aw(n) (y por
tanto w(n)) es independiente de x(n + 1). En consecuencia, el valor esperado
que se estaba calculando toma un valor de:

E[z(n)z!(n)Aw(n — 1)] = E[z(n)z' (n)|E[Aw(n — 1)]

Con este resultado la expresién (7.6) se puede escribir como una ecuacién en
diferencias
ElAw(n)] = [T - uRy, E[Aw(n - 1)] (7.7)

El subindice de R,, se eliminard siempre que no haya lugar a confusién. La
solucién de la ecuacién (7.7) se puede obtener més facilmente si se trabaja en la
base en la que R es diagonal, en ella se obtiene que la componente i-ésima del
valor esperado del vector de error en los pesos evoluciona segiin la expresion:

E[Aw(n)]; = [1 — pAlE[Aw(n — 1)];
y si se sustituye n veces en si misma
E[Aw(n)]i = [1 — pXi]"E[Aw(0));
y esta componente del vector tenderd a cero si
|1 —p| <1

Recuérdese que como R es una matriz definida positiva \; > 0 y por tanto la
condicién anterior es equivalente a,

0< <2
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Como todas las componentes del vector deben tender a cero, esta condicién debe
cumplirse para cada uno de los autovalores de la matriz de autocorrelacién del
vector de entrada.

Bajo esta condicién se asegura la convergencia de la media, como es conocido
no es suficiente para afirmar que el algoritmo converge. Téngase en cuenta
ademaés que sélo se han empleado las 2 primeras hipdtesis de independencia, el
resto se empleardn en los préximos apartados donde su utilidad se hard més
patente.

Estas hipdtesis de independencia simplifican enormemente la matematica.
Se han hecho algunos esfuerzos para poder relajarlas y llevar a cabo un analisis
mas riguroso, véase p.e. [Mac95], [BM91], [DM94], [Dou95], [RZ99] y [Sol97].

7.4 Convergencia en media cuadratica

Para asegurar que los estimadores de los pesos tienen una varianza finita se
hace necesario comprobar que E[|| Aw(n) ||?] no diverge, a esta cantidad se le
suele notar por D(n) y como se sabe se llama desviacién del error (de los pesos)
al cuadrado (squared error deviation o Mean-Square Deviation, MSD).

Como el algoritmo LMS surje como solucién al problema de estimar la res-
puesta deseada d(n) mediante la secuencia de datos z(n), otro criterio 1til y
lleno de significado para la convergencia en media cuadratica es

Mis adelante se demostrara la equivalencia entre la convergencia de J(n) y
D(n): si uno no diverge, el otro tampoco.

Sin embargo, y tal como se vio en el andlisis de RIV o ORIV, J(n) no tiene
siempre sentido como aqui. Por tanto se estudiard primero la convergencia de
D(n) y después la de J(n).

7.4.1 Convergencia de D(n)

Para construir una ecuacién recursiva para D(n) se tiene en cuenta que
D(n) = Tr{E[Aw(n)Aw!(n)]} por lo que primero se estudiard la evolucién
dindmica de la matriz de correlacién del error en los pesos Ra(n) = E[Aw(n)

Awt(n)].
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Retomando la expresién (7.5),
Aw(n) = [I — px(n)z' (n)]Aw(n — 1) + peo(n)z(n) (7.8)

resulta que la evolucién de Aw(n) viene regida por una ecuacién en diferencias
de orden 1 con coeficiente aleatorio. Resolver este tipo de ecuaciones es muy
complejo por lo que se recurrird a aplicar la técnica del promediado directo.
Esta consiste en suponer que si g es muy pequeino la componente aleatoria va a
ser despreciable y por tanto todo él se comportara como su valor medio.

Con todo esto se puede afirmar que la solucién de (7.8) serd muy parecida a
la. solucién de:

Aw(n) = [I — pR)Aw(n — 1) + peo(n)x(n) (7.9)

Estrictamente hablando estos vectores Aw(n) son distintos a los de la ecuacién
(7.8) pero se ha preferido mantener la notacién por no complicarla.

A partir de (7.9) se construye el siguiente producto:

Aw(n)Aw'(n) =(I — pR)Aw(n — 1)Aw'(n — 1)(I — pR)+
§ I — R Aw(n — )a (n)eo(n) +

7.10
+ peo(n)x(n)Aw'(n — 1)(I — uR)+ (7.10)
+ pPeg(n)a(n)z’ (n)
Tomando ahora valor esperado queda:
Ra(n) = (I — uR)RaA(n —1)(I — uR) + >0l R (7.11)

Donde se ha tenido en cuenta lo siguiente:

a) En el valor esperado del segundo sumando aparace el término E[Aw(n —
1)zt (n)eg(n)] donde eq(n) = d(n) — whz(n).

Tras las hipdtesis de independencia se afirmé, usando la primera y la
segunda, que Aw(n) es independiente de x(n + 1); empleando también
ahora la tercera se puede afirmar que también es independiente de d(n+1).
Uniendo ambas se puede concluir que Aw(n—1) es independiente de eg(n)
y por tanto se tiene que

E[Aw(n — 1)z (n)ey(n)] = E[Aw(n — 1)|E[z!(n)eo(n)] = 0

debido al principio de ortogonalidad.

Lo discutido en este punto también es aplicable al tercer sumando.

b) El dltimo sumando proviene del valor esperado

Eleo(n)eo(n)z(n)z' (n)]
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Teniendo en cuenta la cuarta hipdtesis de independencia y la definicién
de eg(n) se puede aplicar el teorema de factorizacion gaussiana [Ree62],
que junto con el principio de ortogonalidad dan como resultado el segundo
sumando de (7.11).

Para resolver la ecuacién (7.11) se trabajara de nuevo en la base en la que
R es diagonal. En esta base la matriz Ra viene representada por Ry, pero
como el operador traza es invariante bajo cambios de base resulta que D(n) =
Tr{Ra(n)} = Tr{R\(n)} y por tanto el interés se centra ahora en calcular los
elementos diagonales de R/, (n):

Rjii(n) =(0a — 16 Xi) Ry (n = 1) (6mi — pdmidm) + pogAi = (7.12)

=(1 = pXi)?Rpyi(n = 1) + pPog .
y como se puede observar los elementos diagonales se han desacoplado. La
ecuacién en diferencias obtenida se puede resolver facilmente siguiendo las indi-
caciones del apéndice D.

Rly;i(n) = (1 = p)i)*"[Rp;(0) — Ry y5(00)] + Rlyi(o0) (7.13)
donde u
! _ 2
Rpii(00) = 5 _ u}\i%

En definitiva, el operador traza conduce a que

D(n) = Z(l — 1Ai)?"[Rip;3(0) — Riyy5(00)] + Z Riy(00)

i=1
Para que D(n) no diverja es necesario que |1 — p;| < 1V A;, lo cual conduce a

la siguiente condicién

2
0 — VX
<M<>\i

que coincide con lo exigible para que converja la media. Bajo esta condicién
D(n)—D(oco) donde

D(s0) =Y 5 _"Mag (7.14)
i=1 v

7.4.2 Convergencia de J(n)

Como se recordard J(n) = E[e?(n)], es decir, la media del cuadrado del
error de estimacion. Esta expresion se puede reescribir en funcién del error de
estimacién eg(n) cometido si se utilizasen los filtros wiener éptimos, para ello
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basta tener en cuenta que d(n) = wiz(n) + eg(n) y que e(n) = d(n) — w'(n —
1)x(n) con lo que se obtiene:

J(n) = E[(eo(n) + woz(n) — w'(n — )2(n))*] = E(eo(n) — Aw'(n — 1)z(n))’]

Si se desarrolla el cuadrado y se tienen en cuenta las hipdtesis de independencia
usuales junto con el principio de ortogonalidad, esta expresién se simplifica a:

J(n) = Jmin + E[z' (n)w(n — Dw'(n — 1)z (n)]
El segundo sumando que aqui aparece ain se puede expresar de otra manera:

E[z!(n)w(n — Dw'(n — 1)x(n)] =

Te{E[w(n — Dw!(n — 1)z(n)z'(n)]} =Tr{Ra(n — 1)R)} (7.15)

donde en la tdltima igualdad se han vuelto a emplear las hipétesis de indepen-
dencia.

Resulta por tanto que
J(n) = Jmin + T‘I“{RA(TL — 1)R}

Dado que tanto la matriz R (n—1) como R son definidas positivas, su producto
también lo es y por tanto su traza es siempre positiva. Esto quiere decir que
J(n) dado por el algoritmo LMS estd siempre por encima del obtenido mediante
el filtrado Wiener Jnin. A esta cantidad extra se le denomina error cuadrético
medio de exceso Jexc:

Jexe = J(TL) = Jmin = TI"{RA(TL - 1)R}

Recordando de nuevo las propiedades de la traza,
Jexe = Tr{RA(n — )R’} = Rj;;(n — 1)\
que junto con la expresién (7.13) conduce a:
q q
Jexc(n) = Z Xi(1 = pXi)?"[Rp;(0) = Riyy5(00)] + Z AiR}p;i(0) (7.16)
i=1 i=1

De la cual se puede concluir que el valor en convergencia del error cuadratico
medio de exceso vale:

q q
_ 2 B ) B
Jexc(20) = 07 Z T Tmin ; Ey (7.17)
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El desajuste

Se define como el cociente entre el error cuadritico medio de exceso en
covergencia y el error cuadratico medio minimo. Se designa por la letra M:

M — Jexc

Jmin

Da una idea de cémo de cerca el comportamiento de LMS se encuentra del
comportamiento éptimo. De la ecuacién (7.17) es inmediato que:

q ny
M:;Q— i

7

Comentario

Si el tamano del paso u es pequefio, el desajuste se puede aproximar por

q
M~ESN
i=1

Por otro lado, la parte que depende de n en (7.16) son exponenciales decrecientes
de la forma (1 — pu);)?". Estas expresiones (como las del tipo (7.12)) tienen un
tiempo de convergencia asociado dado por

B 1 11
_1—(].—;1,/\,')2_//,)\1'2—,[1,/\,'

Ti

finalmente el tiempo de convergencia se puede aproximar por

1

T =~

Por tanto, conseguir un M bajo ( es decir, trabajar con un u pequefio),
lleva asociado unos tiempos de convergencia grandes y viceversa. No se pueden
conseguir ambos objetivos a la vez.
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Capitulo 8

El Principio de
Ortogonalidad
Sobredeterminado y
Generalizado. El algoritmo
LMS generalizado

Introducciéon

En este capitulo se dard un paso adelante en la creacién de varios algorit-
mos del tipo gradiente estocdstico, sirviéndose de una ecuacién derivada en el
capitulo 4 y que ha recibido el nombre de Principio de Ortogonalidad Sobrede-
terminado y Generalizado.

El primer fruto de esta combinacién méaxima pendiente-principio de orto-
gonalidad es la reobtencién del algoritmo LMS generalizado, GLMS. De esta
manera el GLMS aparece como miembro de una familia de algoritmos que com-
parten el mismo formalismo. Los otros dos miembros de la familia son los al-
goritmos LMS sobredeterminados y generalizados 1 y 3, OGLMS1 y OGLMS3.
Todos los miembros de esta familia pueden trabajar con estadistica de alto orden
( de ahf lo de ‘generalizados’) pero sélo los dos ltimos son capaces de incluir
matrices sobredeterminadas. Dado que el GLMS es un algoritmo existente se
analizara primero, siendo esto contribucién propia de esta Memoria. El resto
de algoritmos se deja para el capitulo siguiente.

187
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El Principio de Ortogonalidad Sobredeterminado y Generalizado se repro-
duce en el apartado 8.1 donde se propone un nuevo algoritmo llamado OGLMS.
Este algoritmo, tras comprobar que converge en media en el apartado 8.2 da
lugar a los tres algoritmos, ya comentados anteriormente, en el apartado 8.3.
De ellos se elegird el GLMS, apartado 8.4, para analizar su convergencia en
media en el apartado 8.5. Para la convergencia en media cuadratica se emplean
varias aproximaciones que se pueden agrupar en dos categorias: aquellas que
trabajan a orden p? (siendo u el tamaifio del paso que controla al algoritmo),
en el apartado 8.6, y aquellas que trabajan a orden u, en el apartado 8.7. Para
tener una visiéon més general en el apartado 8.8 se unifican los resultados ob-
tenidos con las diversas aproximaciones que culmina con una expresién general
para el MSD en el apartado 8.9. Para comprobar las expresiones obtenidas se
propone la aplicacién del GLMS a un problema concreto en el apartado 8.10 y
su implementacién numérica ampliamente comentada en el apartado 8.11.

8.1 El Principio de Ortogonalidad Sobredeter-
minado y Generalizado

En el capitulo 7 se comenté que partiendo del principio de ortogonalidad
para estimacion lineal, gracias a que era consecuencia de imponer el minimo del
MSE (una funcién coste), se podia construir el algoritmo LMS. También como se
comento alli, si el razonamiento anterior se generaliza, dada cualquier condiciéon
de ortogonalidad entre un vector conocido y el error de estimacién, se puede
construir un algoritmo tipo gradiente estocastico que resuelva tal problema.
Matematicamente se puede decir que si la solucién a cierto problema se consigue
imponiendo que

Elf(w(n), e(n))] = 0

la siguiente recursién converge a la solucién:
w(n) =w(n — 1) + pf(x(n),e(n)) (8.1)

A continuacién se sigue este procedimiento para obtener un nuevo algoritmo
tipo LMS.

En el capitulo 4 se demostrd (ecuacion (4.40)) que el algoritmo ORIV impone
la condicién:

E[X (n)A *(n)ap(n)] =0 (8.2)

que se puede considerar como un principio de ortogonalidad sobredeterminado
que generaliza a (7.1). El cardcter de sobredeterminado se lo confiere el problema,
del que proviene, ya que esta expresion se obtuvo en el anélisis del algoritmo
ORIV que resuelve sistemas de ecuaciones sobredeterminados. La matriz X (n)
es la matriz de datos, el vector oy (n) el vector de error y la matriz A™" (n) hace
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de unién entre ambas magnitudes. El vector de error toma la forma conocida
de una diferencia:
ap(n) = v(n) — X' (n)wo

donde las distintas magnitudes se definen de la siguiente manera:

X (n) = [®'(n - DZ(n) (n)]

A0 = (3 i)

ofo) = (¥ =)

que dependen del vector de datos x(n), vector de variable instrumental Z(n),
respuesta deseada d(n), la matriz ®(n) de correlacién entre x(n) y &(n) y
el vector de correlacién entre &(n) y d(n), z(n). El significado de todas las
magnitudes se detalla en el capitulo 4.

A tenor de lo discutido anteriormente se podria proponer una ecuacién re-
cursiva de actualizacién de los parametros, que converge a la solucién dada por
ORIV, del tipo:

w(n) =w(n — 1) + pX(n)A *(n)a(n) (8.3)

donde el vector de error que aquf aparece estd calculado usando w(n —1). Dicha
recursién resolveria el sistema de ecuaciones sobredeterminado:

E[®(n)]wo(n) = E[z(n)] (8.4)

de forma adaptativa. El planteamiento de dicho problema, junto con su resolu-
cién mediante ORIV se discutié en el capitulo 4 y ejemplos practicos donde se
resuelven ecuaciones tipo (8.4) mediante ORIV se presentaron en el capitulo 5.

El algoritmo resultante, que tiene como ecuacién fundamental (8.3), se resu-
me en la tabla 8.1. Se denominard algoritmo sobredeterminado y generalizado de
minima media cuadratica o en inglés, por mantener la nomenclatura existente,
Overdetermined and Generalized Least-Mean-Square algorithm, OGLMS.

Inicializacion
w(0)=0 ®(0)=0 2(0)=0

Con la llegada de z(n), Z(n) y d(n) hacer
Construir los vectores z(n) y
X (n) = [®'(n — 1)&(n)

A0 = (3 i)
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Tabla 8.1 Proceso iterativo del algoritmo OGLMS

8.2 Convergencia en media de OGLMS

A continuacién se comprobard que el algoritmo descrito converge en media
a la solucién de (8.4) con la ayuda del principio de ortogonalidad sobredetermi-
nado. Para ello se parte de la ecuacién (8.3) y se le restan a ambos miembros
Wo (TL)

Aw(n) = [T — pX (n)A ' (n) X' (n)]|Aw(n — 1) + uX (n) A (n)ao(n)

donde también se le ha sumado y restado al miembro de la derecha X (n)A~*(n)
X*(n)wy. Si a continuacién se toma valor esperado teniendo en cuenta las
hipétesis de independencia usuales para ORIV dadas en el apéndice C, junto
con (8.2), resulta:

E[Aw(n)] = [I - pE[X (n)A™' () X" (n)]|E[Aw(n — 1)] (8.5)

Para calcular el valor esperado que aparece entre los corchetes se desarrolla
primero el producto segun la definicién de sus componentes, resultando:

X (n)A" (n) X (n) = Axe(n)E' (n)@(n — 1) + &' (n)E(n)x!(n)

si ahora se toma valor esperado considerando las hipétesis de independencia
usuales y que se trabaja en ambientes estacionarios (A = 1), se llega a

E[Aw(n)] = [I — 2unR'R]E[Aw(n — 1)]

Por simplificar las expresiones es conveniente redefinir ;1 como p/n de manera
que desaparezca el n como factor en el coeficiente de la ecuacién en diferencias.
Otra opcién es normalizar la matriz ®(n) si el sistema es estacionario. El
siguiente paso es ver si esta ecuacién en diferencias converge y a qué valor. Para
desacoplar las ecuaciones para las distintas componentes de Aw(n) se trabaja
en la base en la que R'R es diagonal, en ella:

E[Aw;(n)] = (1 = 2uX)E[Aw;(n — 1)]
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Donde ); es el autovalor i-ésimo de R'R. Si se sustituye esta ecuacién n veces
en si misma, resulta:

E[Aw;(n)] = (1 — 2uX;)"E[Aw;(0)]

Para que la media del vector de error en los pesos tienda a cero se debe cumplir
que

[1—2u\] <1
de manera que debe verificarse que
1
O<pu< X (8.6)

donde se ha tenido en cuenta que los autovalores A; son siempre positivos. Si
esta condicién se cumple se tiene que

B[Aw(n)] - 0

lo que viene a decir que el algoritmo propuesto converge en media a los valores
verdaderos de los pesos del filtro buscado, cuando n se hace suficientemente
grande.

8.3 Algunas variantes de OGLMS

En vez de seguir con el estudio del comportamiento del algoritmo OGLMS, en
este apartado se va a simplificar computacionalmente dando lugar a 4 versiones
distintas del mismo. Una de las cuales sera el algoritmo GLMS desarrollado
en [AAMO96], de ahi el nombre de OGLMS dado al algoritmo deducido en este
capitulo.

Para realizar la simplificacién se desarrolla el término de gradiente de (8.3),

responsable de la convergencia del algoritmo:
X (n)A™ (n)a(n) = Xx(n)& (n)[z(n — 1) — ®(n — w(n — 1)]+ .7
+@'(n)[&(n)d(n) — Z(n)z' (n)w(n — 1)] '

el miembro de la derecha de esta expresién esta formado por dos sumandos, cada
uno de los cuales vale cero al tomar valor esperado con n suficientemente grande
cuando w(n) = wy. Es decir, se podria usar solamente uno como término de
gradiente, simplificando por tanto la recursién.

En consecuencia, se pueden proponer cuatro opciones distintas:

1% Opcion: Se toma como término de gradiente el primer sumando,

V(n) = dx(n)& (n)[z(n — 1) — ®(n — Dw(n — 1)]
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22 Opcién: Como la parte que lleva informacién sobre la proximidad a la solu-
cién es la diferencia, se propone

Vin)=z(n-1)—®n-1wn-—1)

La principal novedad respecto a las versiones anteriores es que ya no re-
suelve un problema sobredeterminado (por cuestién de homogeneidad de
dimensiones en (8.1)), por lo que habrd que redimensionar las cantidades
®(n) y z(n) reduciendo el nimero de ecuaciones que tendrd el sistema de
ecuaciones a resolver (8.4).

Esta expresién conduce a la formulacién generalizada del problema de
minimos cuadrados cuando se introduce una variable instrumental. Es
decir, si se tienen en cuenta las definiciones de z(n) y ®(n), se llega a:

n—1
V=) A& (ie(i,n - 1)
=0

que se puede considerar como el principio de ortogonalidad para series
deterministas. Esta ecuacién impone la ortogonalidad entre la variable
instrumental y el error a tiempo ¢ calculado con el estimador a tiempo
n — 1 dado por e(i,n — 1) = d(i) — ! (i)w(n — 1) [GBT99].

3* Opcién: Se toma como término de gradiente el segundo sumando,

V(n) = &' (n)[&(n)d(n) - &(n)z' (n)w(n - 1)]

4* Opcién: Si simplemente se conserva la parte de la diferencia que lleva infor-
macién suficiente,

V(n) = &(n)(d(n) — x'(n)w(n — 1))

De nuevo el problema deja de ser sobredeterminado y ademads se recupera
el algoritmo GLMS. El principal problema de este algoritmo como se verd
miés adelante, tal y como le ocurre a la 2* opcién, es que no siempre con-
verge, ya que necesita que la matriz R sea definida (positiva o negativa).
Las opciones 1* y 3* no sufren este problema, al igual que el algoritmo
original OGLMS tal y como se observa en la condicién (8.6).

Como se puede apreciar esta forma de actuar mediante la cual se constru-
yen algoritmos estocédsticos tipo méaxima pendiente a partir de condiciones de
ortogonalidad se ha mostrado muy fructifera. No sélo se reobtiene el algoritmo
GLMS déndole un fundamento tedrico sino que se proponen tres nuevos. Las
propiedades de estos 1ltimos se estudiardn en un tema posterior, ya que se ha
preferido estudiar el algoritmo ya existente, el GLMS, para que sirva de punto
de comparacién, en primer lugar.
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8.4 El algoritmo GLMS

En el resto del capitulo se va a estudiar [ARBC02c] el algoritmo generaliza-
do de minima media cuadrética, o Generalized Least-Mean-Square, GLMS. Se
analizard su convergencia en media y en media cuadratica tanto mediante teoria
como mediante simulaciones.

La ecuacién fundamental de este algoritmo se presentaba en la opcién 4
anterior, que junto con los pasos detallados en la tabla 8.2 contituyen todo el
proceso iterativo necesario.

Inicializacion
w(0) =0

Con la llegada de z(n), #(n) y d(n) hacer
Construir los vectores & (n) y
1)z

)
e(n) =d(n) —w(n — 1)x(n)
w(n) =w(n —1) + pE(n)e*(n)

Tabla 8.2 Proceso iterativo del algoritmo GLMS

Como se puede apreciar requiere de una carga computacional muy baja por
iteracién y la tnica diferencia con el algoritmo LMS es la introduccién de la
variable instrumental #(n) lo cual le permite trabajar con estadistica de alto
orden. El nombre GLMS le viene precisamente de generalizar al LMS.Ademas
se va a considerar la posibilidad de que las magnitudes que intervienen en él sean
complejas. Hay que tener en cuenta que dadas las simplificaciones realizadas en
la condicién de ortogonalidad generalizada y sobredeterminada, (8.2), el principio
de ortogonalidad para GLMS toma la forma:

E[z(n)e*(n)] =0 (8.8)

8.5 Convergencia de la media

En primer lugar se desea comprobar que el proceso iterativo presentado en la
tabla 8.2 efectivamente converge en media a wg. De la ecuacién de actualizacién
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de los pesos que alli aparece se sigue sin dificultad que:

w(n) — wo =w(n — 1) — wo + p&(n)d* (n) — px(n)x (n)wn — 1)+

+ p&(n)x™ (n)wy — p@&(n)z™ (n)w, (89)
por lo que resulta
Aw(n) = [T — pa(n)z™ (n)]Aw(n — 1) + p@(n)el(n) (8.10)

siendo Aw(n) = w(n) —wo. Que constituye una ecuacién en diferencias no ho-
mogénea con coeficientes aleatorios. Interesa ver qué forma tiene dicha ecuacién
en valor medio, para ello se hace uso de las hipéStesis de independencial:

Hipétesis de independencia

1. Los vectores de entrada x(1), (2), ..., ¢(n) constituyen una serie de
vectores estadisticamente independientes.

2. Los vectores de variable instrumental (1), Z(2), ..., £(n) constituyen
una serie de vectores estadisticamente independientes.

3. Los escalares de respuesta deseada d(1), d(2), ..., d(n) constituyen una
serie de escalares estadisticamente independientes.

4. Las series de vectores {x(n)} y {Z(n)} son conjuntamente estacionarias.

5. El error de medicién eg(n) es independiente del resto de variables a tiempos
anteriores y de media nulaZ.

6. Las variables z(n), #(n) y d(n) son conjuntamente gaussianas.

A la vista de la ecuacién (8.10) se desprende que w(n) sélo depende de
muestras {d(n)}, {x(n)} y {Z(n)} hasta tiempo n y que por tanto es indepen-
diente de {d(n + 1)}, {x(n+ 1)} y {&(n + 1)} por las 3 primeras hipétesis de
independencia.

Por tanto, tomando valor esperado en (8.10) y teniendo en cuenta (8.8):
E[Aw(n)] = [I — pR]E[Aw(n — 1)]

esta ecuacion en diferencias homogénea y determinista tiene una solucién que
se calcula rapidamente si se sustituye n veces en si misma:

E[Aw(n)] = [I — pR]"E[Aw(0)]

'Suponen una adaptacién de las hipétesis de independencia para LMS y son andlogas a las
ya usadas en la parte de la Memoria relativa a ORIV.

2T,a interpretacién final de eq(n) depende del problema concreto a resolver. Depende por
tanto de la definicién de &(n) y de d(n).
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si se trabaja en la base en la que R es diagonal, las componentes del vector
de error en los pesos Aw(n) se veran desacopladas en la expresién matricial
anterior:

E[Aw;(n)] = [1 — p\i]"E[Aw; (0)]

convirtiéndose en una expresién escalar. Lo que seria deseable es que dicha
solucién tendiese a 0 cuando n se hace muy grande, lo cual se conseguird si
|1 — pXi| <1 V A; autovalor de R. Esta condicién sobre el tamarfio del paso
equivale a decir:

i) Si ®{\;} > 0 entonces se debe cumplir que 0 < pu < 2R{1/\;}.
ii) Si R{\;} < 0 entonces se debe cumplir que 0 > p > 2R{1/)\;}.

Como para que todo el vector de error en los pesos converja a cero lo tienen
que hacer cada una de sus componentes, es necesario que la matriz R{ R} tenga
signo definido. Asi, si es definida positiva se necesita un g > 0y si es definida
negativa se necesita un p < 0.

Esta condicién es importantisima e impone una restriccién bastante fuerte
sobre los sistemas que pueden ser resueltos mediante GLMS tal y como estd
formulado aqui. Pero ademés de imponer que converja la media, es necesario,
que el vector de error en los pesos converja en media cuadratica: es necesario que
los estimadores tengan una varianza finita para que sean ttiles. En el siguiente
apartado se verd qué restricciones impone esta segunda condicién.

8.6 Convergencia en media cuadratica a orden

12

Como se comentd al analizar el algoritmo LMS, una forma de asegurar su
convergencia era imponiendo que la cantidad D(n) = E[Aw (n)Aw(n)], lla-
mada desviacién del error al cuadrado, que representa la varianza de los estima-
dores de los pesos, convergiera. Por tanto el interés se centra ahora en ver cémo
evoluciona D(n) con el tiempo y en particular calcular el valor al que converge.

La principal hipétesis utilizada hasta el momento, no enunciada expresa-
mente pero que puede englobar al resto, ha sido la de suponer el tamano del
paso u pequeno®. Por tanto, serfa admisible que cualquier célculo que se haga,
se tomara como un desarrollo en serie en torno a p = 0.

Como se verd a continuacién, en el estudio de la convergencia en media
cuadratica, sélo aparecen término en i y 2. A la vista del comentario anterior y

3Esto se vera mds claro en los comentarios al final de capitulo.
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para adquirir un mejor conocimiento del funcionamiento de GLMS,; se trabajara
a orden p? en los tres siguientes apartados y a orden yu en el apartado 8.7.

8.6.1 Convergencia en media cuadratica. Promediado di-
recto

Se parte de la ecuacién (8.10) reproducida aqui por conveniencia:
Aw(n) = [I — pz(n)z (n)]Aw(n — 1) + p@(n)el(n) (8.11)

como ya se ha comentado constituye una ecuacién en diferencias no homogénea
con coeficiente aletorio. Al tener los coeficientes no deterministas, su resolucién
se hace mas complicada. Se puede obviar esta dificultad aplicando una simpli-
ficacién conocida como método de promediado directo. Dicho método consiste,
recuérdese, en suponer que la variaciéon de la componente estocdstica va a ser
pequefia entorno a la media (en este caso equivale a decir que p es pequena),
por lo que se puede sustituir por su valor medio. Con esto (8.11) se convierte
en:
Aw(n) = [I — pR)Aw(n — 1) + uZ(n)ej(n)

Para calcular D(n) se construye, como siguiente paso, la matriz de correlacién
del error de los pesos:

Aw(n)Aw™ (n) = [I — puR]Aw(n — 1)Aw™ (n — 1)[I — uR)"+

+[I — pRJAw(n—1)peo(n)z" (n) + p@(n)ej(n) Aw™ (n — 1[I — R +
+ 1?leo(n)|*&(n)2" (n)

(8.12)
Teniendo en cuenta las hipétesis de independencia y el principio de ortogonali-

dad (8.8), siguiendo un razonamiento paralelo al realizado en el andlisis de LMS
para obtener la ecuacién (7.11), se llega sin dificultad a:

Ra(n) =[I — puR]RA(n — 1)[I — pR”] + 02 Rsz (8.13)
donde
a3 = Elleo(n)[’] (8.14)
RA(n) = E[Aw(n)Aw™ (n)] (8.15)
R;; = E[&(n)2" (n)] (8.16)

La estadistica de {Z(n)} es estacionaria, pero no asi la de {Aw(n)} y asi se ha
indicado en sus matrices de autocorrelacién correspondientes, donde se muestra,
explicitamente su dependencia temporal.

Como se sabe, para la obtencién del tiltimo sumando 2032 R;; se ha aplicado
la hipétesis de que las variables son conjuntamente gaussianas. En algunos
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problemas concretos esto no seria necesario ya que eg(n) seria independiente del
resto de variables, por ejemplo en un modelo AR con la SNR= 0o

La expresién (8.13) representa una ecuacién en diferencias no homogénea,
por lo cual no tendrd como solucién Ra(n) = 0. Es decir, aunque el vector de
error en los pesos tienda a cero en media, presenta pequenas oscilaciones. Para
el algoritmo LMS, Bucklew demostré que dichas oscilaciones eran de naturaleza
gaussiana [BKS93].

Se procederd ahora a resolver (8.13). Trabajando en la base en la que R es
diagonal, los elementos diagonales de la matriz de autocorrelacién del error en
los pesos evolucionan segin la siguiente expresion:

Raii(n) = [L = pNi][1 — pX]Rasi(n — 1) + p?0g Razii

Valor en convergencia

Los pardmetros més importantes de esta ecuacién en diferencias se pueden
calcular con la ayuda del apéndice D. Siguiendo las indicaciones alli dadas se
llega a que el valor en convergencia vale:

o) = — P 2po
RAM(OO) 2%{>\z} — ,U|>\z|2 UORmmu

A partir de aqui ya se puede calcular la magnitud de interés. Recordando que
la traza de una matriz es invariante ante cambios de base, se cumple que:

Y4
_ E zmu —
~ 2% ; RO — BN

_UO { R{R)— LR"R }

(8.17)

N|'§ Bt

Tiempos de convergencia

De forma anéloga, siguiendo las indicaciones del apéndice D, se pueden cal-
cular los tiempos de convergencia asociados a la parte homogénea de la ecuacion
en diferencias anterior o a toda ella. En este capitulo sera de utilidad el segundo
de ellos, cuya expresién viene dada en (D.6) y se reproduce aqui adaptada a esta
situacién por conveniencia:

Raii(1)—Raii(o0)
1 — pX|?

In (RMu)/e—RM(oo))

+1 (8.18)

Ti = In
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Esta es la constante de tiempo asociada al elemento diagonal Ra;;, la constante
de tiempo asociada a la magnitud D(n), 7, se puede calcular como un promedio
de ella. Obviamente para aquellos problemas en los que sélo haya una incégnita
las expresiones para D(oco) y 7 se simplifican enormemente:

__ K 22
D(c0) = R = M|>\|2000m (8.19)

D(1)/e—D(c0)
m( D(1)—D() ) .

In|l— pAl?

(8.20)

8.6.2 Convergencia en media cuadratica. Hipotesis de
gaussianidad

Se parte de (8.11), que es exacta ya que no se ha hecho ninguna aproximacién
para llegar a ella, y se construye la matriz de autocorrelacién del vector de error
en los pesos Ra. Primero el producto externo:

Aw(n)Aw (n) =[I — p&(n)z™ (n)]Aw(n — 1) Aw (n — [T — pa(n)E” (n)]+
+ 12163 (m) P2 ()& (n) +
+ ulI — p&(n)z (n)]Aw(n — 1)&7 (n)eo(n)+
+ g (m)&(m) Aw' (n — V[T — pa(n)& (n)
(8.21)

y ahora se toma valor esperado, teniendo en cuenta las hipétesis de independen-
cia. Segun estas hipdtesis, los dos tltimos sumandos son cero. Esto se puede
justificar desde dos puntos de vista:

1. Por ser eg(n) independiente del resto y de media nula, como en los modelos
AR.

2. Como Aw(n — 1) es independiente del resto, al tomar valor esperado y
dejar evolucionar el algoritmo tiende a cero, ya que como se demostré con
anterioridad E[Aw(n —1)] —» 0

El resto de términos conduce a:
RA(n) =Ra(n—1) — pRRA(n — 1) — pRa(n — 1)R7 +
+ p2E[E(n)z (n)Aw(n — 1)Aw™ (n — D)z(n)2" (n)]+ (8.22)
+ /LQUSRM
Para calcular el valor esperado aqui indicado se supondra que la variable alea-

toria [# (n)|zf (n)]¥ es conjuntamente gaussiana (1iltima hipétesis de indepen-
dencia). En general no lo serd, pero puede suponer una primera aproximacién
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para cualquier otro tipo de dependencia. Con esta hipotesis, se tiene para el
elemento ik-ésimo con Aw(n —1); = A;:

E[:EZ:L';A]A;ZL”[CE;;] ZE[CEZ'ZE;ZL'[CE;;]RA]'I =
—(B[#:27|Blmi#;] + Bl#:a Bl o)) Ray = (8.23)
=(RijRlf + RizzirRuji)Raji

Donde se ha aplicado el teorema de factorizacién gaussiana. Por tanto:

Ra(n) =Ra(n—1) — uRRA(n —1) — pRa(n —1)R" +
+u>RRA(n — 1)RY + 12 Tr{ Ry, RA(n — 1)| Rzz+ (8.24)
+M2 0'(2) Rii
que supone la aparicién de un nuevo término en relacién con la aproximacién de
promediado directo. Este nuevo término impedira que los elementos diagonales
de Ra(n) se desacoplen en la base en la que R es diagonal y dificulta la obtencién
de una expresién compacta para la evolucién de D(n) y para D(o0).
Para el caso en el que se tenga una sola incégnita, se obtiene inmediatamente:

D(n) = [1 = 2uR{A} + p°|A* + pP0303]D(n — 1) + p’oop

de esta ecuacién en diferencias se puede obtener la informacién habitual:

Valor en convergencia.

Recurriendo de nuevo a las expresiones del apéndice D y teniendo en cuenta
la ecuacién en diferencias anterior, se llega a:

2
Hoz 2
D —
(%) = SR = AP = o220

z

Tiempo de convergencia.

Con este valor de D(o00) se construye la constante de tiempo correspondiente,
empleando también las expresiones del apéndice D:

o ()

= 1
" I = 2uRN) + 2P + @2020D)
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8.6.3 Convergencia en media cuadratica. Tercera aproxi-
macion

En este apartado se obtendra la evolucién del MSD y su valor de convergencia
sin tener en cuenta las técnicas anteriores de promediado directo o factorizacién
gaussiana. El procedimiento es el mismo que el llevado a cabo en el apartado
anterior y comparte los pasos hasta la ecuacién (8.22). Una vez ahi, se calculara
el valor esperado de forma exacta:

Ra(n) = Ra(n — 1) — puRRA(n — 1) — pRa(n — 1)RY + 529
+,U2RA (T’L - 1)F + /,L20'3R55 )

donde se ha definido

y el siguiente producto
(RA(TL — ].)F)l] = RA(TL — ].)kl]:‘f]l

exceptuando las hipétesis de independencia usuales dadas en el apartado 8.5,
esta aproximacion es la exacta, porque no incorpora ninguna nueva hipdtesis
simplificatoria. El problema que conlleva es andlogo al del enunciado anterior:
los elementos diagonales de Ra (n) no se desacoplan en la base en la que R es
diagonal, con lo que el calculo de D(n) se complica enormemente.

Obviamente el caso mas sencillo es aquél en el que sélo se tuviera una sola
incégnita. Entonces quedaria:

D(n) = (1 — 2uR{A} + p°T)D(n — 1) + p’ogos

y la informacién que se obtiene de ella es:

Valor en convergencia.

2
__ MHoE o
D(o0) = SR —MFUO

Tiempo de convergencia

De igual modo como se procedia en los apartados anteriores, se obtiene que
D(1)/e—D(c0)
In (S

T (= 2R 4 )
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8.7 Convergencia en media cuadratica a orden
1

Las tres aproximaciones anteriores tienen en comun los términos en p del
coeficiente de la ecuacién en diferencias. Si se trabajase a orden u, se tendria la
misma ecuaciéon dindmica en los tres casos. El otro término del mismo orden,
pu2od Rz, no se puede despreciar porque es muy importante en la dindmica de
la evolucién de RA ya que es el término independiente.

Por tanto, simplificando (8.13) se tiene

Ra(n) = Ra(n —1) — pRRA(n — 1) — puRa(n — 1)R + 102 Rs;

De esta tltima ecuacién se partird ahora para discutir un par de aspectos
méas. Trabajando de nuevo en la base en la cual R es diagonal:

Raii(n) = Raii(n — 1) — p\iRaii(n — 1) — p\f Rasi(n — 1) + pog Rizii
o equivalentemente
RA“(TL) = [1 - 2,u§R{/\i}]RAii(n - 1) + M2U(2)Rjjii (8.26)

para que la solucién de la parte homogénea de la ecuacién anterior se anule (y
no diverja) a tiempos grandes, es necesario imponer (ver apéndice D)

|1 —2uR{N;}| <1

que se traduce en la siguiente condicién sobre el valor del tamano del paso:

D) SiR{A} >0 = 0<p< grxy

i) St R{A} <0 = 0> u> g5

Notar que la convergencia en media impone distintas condiciones sobre u que
la convergencia de la desviacion del error al cuadrado.

Bajo estas condiciones la ecuacién en diferencias anterior alcanza un valor
en convergencia y un tiempo de convergencia dado por:

Valor en convergencia

Cada uno de los elementos de la diagonal de Ra(n) converge a:

2
0y Bzzis

Rai(00) = 5y RO\
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la suma de todos estos valores V ¢ es la desviacion del error al cuadrado en
convergencia:

D _ 0 "\ Rizii
i1

como la traza no depende de la base en que se tome, si se deshace el cambio de
base que diagonaliz6 a R, la expresiéon anterior equivale a

D(o0) = p"2 Tr{ Raz (R{R}) '} (8.27)

Para el caso particular en el que z(n) = Z(n) € R, como ocurre en el LMS con

variables reales, se llega a
P o
D(o0) = 1590
que viene a decir que la varianza de los estimadores de wy en convergencia,
aumentan con el ruido de medicién y con el numero de parametros a estimar.
Asimismo, indica que un tamafio del paso pequeno disminuye dicha varianza.
Este resultado se puede obtener del andlisis del LMS ya realizado en el tema

anterior, haciendo p pequena en la expresién (7.14).

Tiempo de convergencia

El tiempo asociado a cada uno de los elementos de la diagonal de Ra(n) es:

Raii(1)—Ra;i(00)
In(1—2uR{Ai})

In (RAii(l)/efRAii(DO)) )

Ti =

El tiempo de convergencia para D(n) se podria obtener promediando los tiempos
de la expresién anterior V i.

8.8 Unificacion de resultados

Una vez que se han obtenido las expresiones que rigen el comportamiento
dindmico de D(n) (o en su caso el de Ra;i(n) ), v se ha caracterizado su solucidn,
se van a presentar en este apartado de manera conjunta para poder llevar a cabo
una comparaciéon de manera mas sencilla.

Lo que sigue se ha extraido del apéndice D. En las distintas aproximaciones
utilizadas se ha llegado a una ecuacién en diferencias de orden 1 no homogénea:

m(n) =cm(n—1)+a (8.28)
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cuya solucion tiene una expresién explicita dada por
m(n) = ¢"[m(0) — m(o0)] + m(oo) (8.29)

con

m(o0) = a (8.30)

1-c
y m(0) es la condicién inicial.
Ademads de m(o0), se suele tomar como pardmetro importante de un algo-

ritmo adaptativo su tiempo de convergencia. El tiempo de convergencia 7 se
define como el tiempo necesario para que m(n) caiga a 1/e de su valor inicial:

0
¢ [m(0) — m(o0)] + m(o0) = mi )
despejando directamente se obtiene:
m(1)/e—m(o0)
In (e
T = +1 (8.31)

In(c)

normalmente el tiempo de convergencia es mucho mayor que 1, por lo que se
puede despreciar el segundo sumando.

Por tanto, tal y como se ha hecho en los apartados anteriores, dada una
ecuacion en diferencias y por consiguiente los pardmetros ¢ y a correspondien-
tes, se puede obtener la evolucién de la magnitud estudiada mediante (8.29), el
valor al que converge mediante (8.30) y el tiempo de convergencia correspon-
diente mediante (8.31). Como ya es conocido, el valor de ¢ y a depende de la
aproximacion utilizada. La tabla 8.3 recoge los valores de los pardametros c y a
obtenidos en las distintas aproximaciones empleadas.

c a
orden p?
promediado directo 1T—2uR{N} + 2|\ U202 Rizii
factorizacion gaussiana | 1 — 2uR{A} + p*|\]? + p?c2o2 | poio:
aprox. exacta 1—2uR{A\} + p°T woloz
orden u
aproximacién a orden p 1 —2uR{\} u’os Ryz

Tabla 8.3 Pardmetros caracteristicos de las aproximaciones utilizadas en el
andlisis de la convergencia en media cuadrdtica
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Noétese que en la tabla 8.3 en aquellas aproximaciones donde se ha conseguido
desacoplar la evolucién temporal de cada elemento de la diagonal de Ra, se
ha notado expresamente el autovalor i-ésimo y el elemento diagonal de R;;
correspondiente. En el resto se ha considerado que sélo se tiene una incégnita.

A la vista de la tabla 8.3 se puede afirmar que D(o0) es proporcional a
p. Cuando tienda a cero, éste también tenderd a cero. Por tanto, se podra
despreciar respecto a D(1) en (8.31) (suponiendo que ahora la magnitud m(n)
sea D(n)) y el denominador se podrd aproximar por In(c) = ¢— 1. En definitiva

se tendria: )

C1l-c¢
esta expresion simplificada se puede tomar como vélida cuando el tamano del
paso sea muy pequeno, es decir, cuando esté justificado trabajar a orden p. En
ese caso, se tendria que Ra;; tiene un tiempo de convergencia dado por

1
~ RN}

(8.32)

T (8.33)
que tiene la forma tipica de los tiempos de convergencia dada para otros algo-
ritmos como el LMS. Y exactamente como a él le pasaba, si se quiere conseguir
con el GLMS un D(c0) pequeiio, el tiempo de convergencia sera grande.

8.9 Evolucién temporal de la desviacién del error
al cuadrado

El principal objetivo de este apartado es caracterizar la evolucién dindmica
de D(n) cuando se esta en el caso de trabajar con més de una incégnita. Con lo
visto en el apartado anterior sélo se estaba en disposicion de dar esta evolucion
en el caso de tener una sola incégnita o como mucho de dar la evolucién de los
elementos diagonales de Ra. Ya que son estos elementos diagonales los que si
verifican la ecuacién (8.28). Cada uno de ellos convergerd a su correspondiente
valor en el infinito y tendrd su propio tiempo de convergencia. La suma de todos
ellos (por definicién el MSD), tenderd a la suma de los valores en convergencia
individuales y el tiempo de convergencia serd un promedio de los tiempos de
convergencia individuales.

Se trabajara, exclusivamente y a titulo de ejemplo, con las expresiones ob-
tenidas trabajando a orden u. Segun se vio, el valor de convergencia para MSD
venfa dado por (8.27), y segin la discusién del parrafo anterior junto con (8.33),
se puede aproximar el tiempo de convergencia total por:
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O lo que es lo mismo:

11 »
T= EETT{QR{R} )}

Por regla general se suele tomar w(1) = 0, por lo que D(1)= wwy. Con
estos datos y suponiendo una forma funcional tal y como (8.29), haciendo uso
de (8.32), se llega a que la evolucién temporal de D(n) se rige por la siguiente
expresion:

D(n) = D(s0) + (D(1) — D(s0))(1 — 1/7)"*

y sustituyendo los valores correspondientes:

n—1

P +

Dn) = wgwo_u”_;mzzﬁ(%{l%})l}} [1—2“W
+ D Te{Raz(R{R}) '}
(8.34)

recuérdese que sélo es vélida para valores de p pequenos. Un tratamiento
analogo se puede hacer para el caso de la aproximacién de promediado directo,
donde las componentes de Ra(n) también se desacoplan.

Con este procedimiento lo que se ha conseguido es obtener una expresién
para la evolucién dindmica del MSD para el caso de tener varias incégnitas (i.e.
p > 1). El caso p = 1 se resuelve de forma directa. Quedan sin solucién, sin
embargo, la aproximacién de factorizacién gaussiana y la aproximacién exacta
para el caso de p > 1.

8.10 Aplicacion de GLMS

Como ejemplo de funcionamiento de este algoritmo se va a identificar un
modelo AR conociendo sélo la salida del sistema. Se tomard como modelo AR
complejo aquel que venga definido por la siguiente ecuacién en diferencias:

p

z(n) = — Z aiz(n —1) + w(n) (8.35)

i=1

Este sistema se caracterizara por su estadistica de cuarto orden (i.e. cumulan-
tes de cuarto orden). Los cumulantes de cuarto orden para sefiales complejas
admiten distintas definiciones, aqui se ha optado*por

Cia(m1, T2, 73) = Cum[z™(n), x(n + 1), z(n+ ), z(n + 73)]

4Siguiendo la notacién de [NP93] en su capitulo 2 (p.e ecuacién (2.8)).
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es decir, complejo conjugando sélo la primera variable aleatoria.

Se pretende, por tanto, obtener una ecuaciéon que relacione los cumulantes
de orden 4 de la salida con los coeficientes del modelo AR. Para ello considérese
el cumulante Cy, (—t, —t, —t) y sustitiyase la variable que estd complejo con-
jugada por su expresion (8.35), es decir:

Cuz(—t, —t, —t) = Cum[z"(n), z(n —1), x(n —1), z(n —1t)] =

= —Cum[Y_aiz"(n—i) +wn), (n—1), z(n—t), z(n—1)] (8.36)

i=1

Utilizando primero la propiedad de linealidad de los cumulantes y después sa-
biendo que w(n) es independiente de x(n—t) (por tanto Cy, [w(n), z(n—t), z(n—
t), x(n —t)] = 0), se obtiene

— i a;Ciy (t - Z) =Cyz (t) t>0 (837)

donde
Ciz(t) = Cuz(—t, —t, —t) = mom[z*(n)z*(n — t)]—
—3mom|[z* (n)z(n — t)jmom[z? (n — t)] = (8.38)
= mom|[z* (n)z3(n — t)] — 305, mom[z* (n)z(n — t)]
Si se quiere resolver (8.37) mediante GLMS hay que construir un sistema de

ecuaciones a partir de ella que se pueda poner en la forma de (8.8). Para ello
basta con definir de la siguiente manera las variables involucradas:

:E(n) = [ZES(n — 1)7 1'3(” - 2)7 Ty :63(” _p)]T; (839)

—305,[z(n — 1), z(n —2), ..., z(n — p)]
z(n)=[z(n—1), z(n—2), ..., z(n —p)]” (8.40)
d(n) = z(n) (8.41)

donde 6§, = E[z(n)z(n)] se puede calcular aparte con los datos disponibles.
Con estas definiciones se verifica que —E[Z(n)z (n)]a = E[Z(n)d* (n)].

Comparandolo con el desarrollo teérico de GLMS:

1. wo = —a con a = [a1, az, ..., ap]T.
2. eg(n) = d(n) —wlly(n) = wn).
Aqui se entiende un poco mejor porqué a d(n) se le llama respuesta deseada, es

decir, respuesta que se quiere obtener como combinacién lineal de los elementos
de &(n). Y porqué a eg(n) se le suele llamar error de medicién.



8.11. APLICACION NUMERICA. EJEMPLO 207

8.11 Aplicacién numérica. Ejemplo

Sea el modelo AR=[1 0.4+0.4i] = [1 a4], por lo que sélo habréd que estimar
un pardmetro (aunque complejo), por tanto p = 1. El modelo se excitard
mediante una serie, w(n), i.i.d de variables aleatorias, donde cada una de ellas
constituye una constelacién 4-QAM de valores [1+2i, 1-2i, —1+2i, —1—-2i] de
media nula.

En este caso la ecuacién (8.37) se reduce a —a1C4,(0) = C4p(1) y en
consecuencia R = Cy;(0) es una matriz 1x1, con autovalor A = C4,(0) =
29.6887 — 3.0401i. El resto de pardmetros necesarios son:

-

I'=E[z(n)Z*(n)Z(n)z*(n)] = 1.2e4.

Este ejemplo se va a estudiar desde el punto de vista tedrico con las 4 apro-
ximaciones presentadas anteriormente. El principal objetivo es reproducir la
evolucién de MSD con el tiempo, para ello se utilizardn las expresiones (8.28),
(8.29), (8.30) y la tabla 8.3. Como aplicacién particular se intentard reproducir
el tiempo de convergencia experimental mediante (8.31) y el valor en conver-
gencia de MSD mediante (8.30).

8.11.1 Presentacion de los resultados. Evolucién de MSD
con el tiempo

Mediante Promediado Directo (PD)

Por ser el primer caso a tratar se hard con un poco més de detalle. De (8.29),
(8.30) y la tabla 8.3 resulta:

D(n) = D(c0) + (D(0) — D(00))(1 — 2uR{A} + p*[A*)"

donde

2
1o 2
D(c0) = £
) = ROy e
recuérdese ademds que segun la inicializacién usada en el algoritmo (tabla 8.2),
resulta que D(0)= | — 0.4 + 0.4i]?>. Los valores numéricos de cada cantidad se
han dado previamente. Con esta expresién se obtiene la evolucién del MSD en
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funcién del tamano del paso u. La comparacién, para = 8¢ — 4, 4e — 4, 2e —
4, 8¢ — 5, be — 5, y 2e — 5, con las simulaciones realizadas con el ordenador se
pueden observar en la figura 8.1(a) (las simuladas son las mds irregulares).

Notar que en la gréafica se ha representado el MSD experimental definido y
calculado de la siguiente manera:
1 Zl [ (n) — wo|?

|wol?

MSD(n) = n°reali.

donde w(™ (n) es el estimador obtenido en la iteracién n-ésima de la realizacién
r-ésima, por tanto, segin las definiciones dadas aqui se cumple que coincide con
MSD(n)= D(n)/D(0), ya que se ha tomado D(0)= |wg|* (recordad la inicializa-
cién dada en la tabla 8.2). Donde D(n) es la cantidad calculada tedéricamente.
En todas las simulaciones realizadas (y mientras no se diga lo contrario), el
numero de realizaciones ha sido de 1000 y la longitud de las series estudiadas
de 10000 (como se aprecia en la grafica).

El MSE(n)® presenta una primera parte en la que se produce la convergencia,
conforme va aprendiendo, en la que va disminuyendo hasta alcanzar su valor més
bajo constante: su valor en convergencia, lo que se conoce por D(c0). Se observa
que conforme va disminuyendo el tamano del paso, tarda més en converger pero
llega a un valor de D(o0) menor; los detalles especificos de este comportamiento
se discutirdn mas adelante.

N N M
mwM mw%ﬁ
=l =l
a a
) %)
= 15l =15

-20 -20

-25 -25

0 2000 4000 6000 8000 10000 0 2000 4000 6000 8000 10000
Iteracion Iteracion
(a) Aproximacién PD (b) Aproximacién FG

Figura 8.1 FEvolucion del MSD

5MSD=MSE a efectos praticos y se empleardn indistintamente.
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Mediante Factorizacién Gaussiana (FG)

Se vuelve a recurrir a las ecuaciones dadas en (8.29) y (8.30), pero utilizando
los pardmetros de la segunda linea de la tabla 8.3. As{ se obtiene la evolucién
tedrica del MSD, dada en la figura 8.1(b) junto con la evolucién obtenida en las
simulaciones. En un primera inspeccién parece muy similar a la figura 8.1(a) y
asi lo es. Las ‘pequenas’ diferencias se estudiaran mas adelante.

Mediante la aproximacién exacta (AE)

Para trabajar con la dltima aproximacién a orden 2 se utilizan los pardmetros
de la tercera linea de la tabla 8.3, junto con las ecuaciones dadas en (8.29) y
(8.30). Las representaciones graficas correspondientes a los distintos valores de
ey los resultados obtenidos en las simulaciones, se muestran en la figura 8.2(a).

Mediante la aproximacién a orden p (OMU)

Finalmente se utiliza la ultima linea de la tabla 8.3. De nuevo se repre-
sentan conjuntamente las graficas tedricas y experimentales, para facilitar las
comparaciones, en la figura 8.2(b).

0 0
-l M T\
=l °
a o
%) 2}
= 15l =15}
-201 -20
-25 -25
0 2000 4000 6000 8000 10000 0 2000 4000 6000 8000 10000
Iteracion Iteracion
(a) Aproximacién AE (b) Aproximacién OMU

Figura 8.2 Fvolucion del MSD
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8.11.2 Presentacién de los resultados. Tiempo de conver-
gencia

Mediante Promediado Directo

De igual manera se puede obtener el tiempo de convergencia tedrico con las
expresiones (8.31) y (8.30) y primera linea de la tabla 8.3. La comparacién con
el experimental se muestra en la figura 8.3(a) para distintos valores de p. Este
se ha calculado tomando la iteracién, en graficas similares a las de las figuras
8.1(a) a 8.2(b) para varios valores del tamafo del paso, para la cual el MSE
valia —4.34 dB= 10 = log(1/e), es decir, 1/e veces su valor inicial (que es de 0
dB). Los resultados de la simulacién se representan mediante cuadrados y los
tedricos mediante una linea continua.

La tendencia es clara. Cuanto mayor es el tamano del paso p, mayor es
la velocidad de convergencia. En principio la concordancia teoria-simulacién
es excelente, pero se verd mas adelante que presenta ciertas peculiaridades que
merecen ser comentadas.

9000 9000

8000 8000
7000 7000
6000 6000
5000 5000
4000 4000
3000 3000
2000 2000

1000 1000

L5 = L5 =

log(1)

(a) Aproximacién PD (b) Aproximacién FG

Figura 8.3 Variacidn del tiempo de convergencia con el tamano del paso

Mediante FG, AE y OMU

Para calcular el tiempo de convergencia mediante el resto de aproximaciones
se utilizan los pardametros especificados en la tabla 8.3, donde a cada apro-
ximacién le corresponde una linea distinta convenientemente indicada, y las
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ecuaciones (8.31) y (8.30). Los resultados tedricos junto con los experimentales
se muestran en las figuras 8.3(b) a 8.4(b).

Con este grado de detalle no se aprecian diferencias esenciales entre las apro-
ximaciones utilizadas. Soélo quizds se entrevean para u grande, aunque ya se
comentard mas adelante donde corresponda.

Como se aprecia en las gréficas, los datos experimentales se cortan para
= 1073, lo cual quiere decir que para g mayores no llega nunca a los —4.34
dB que marcan que se ha llegado al tiempo de convergencia. En cuanto a los
tedricos, se ha dibujado el tiempo de convergencia para todos los valores de p
que hacian que la expresién (8.31) fuese positiva (es decir, diera un tiempo de
convergencia factible). Obviamente esta u de corte depende de la aproximacién
utilizada. Mds tarde se continuard comentando sobre esto.

9000 9000

8000 8000f
7000 70001
6000 6000
5000 5000
4000 4000F
3000 3000
2000 2000

1000 1000

G

L5 =

(a) Aproximacién AE (b) Aproximacién OMU

Figura 8.4 Variacion del tiempo de convergencia con el tamano del paso

8.11.3 Presentacion de los resultados. MSD en conver-
gencia

Mediante Promediado Directo

La ecuacién (8.30) da el valor al que converge la recursién (8.28), que es el
valor que alcanza el MSD cuando ha convergido, valor que interesa ahora para
estudiarlo. Este valor depende de las variables ¢ y a, que para el caso particular
de promediado directo tienen su expresién en la primera linea de la tabla 8.3,
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como ya se sabe de apartados anteriores. Esta vez sélo se han calculado los
valores tedricos para valores de p de los que se dispomen resultados de las
simulaciones.

De esta manera se calcula el valor tedrico; el experimental (simulado) se ha
obtenido promediando los iltimos 500 datos de las grificas experimentales para
MSE como las que aparecen en las figuras 8.1(a) a 8.2(b) para un amplio rango
de valores de u. Ambos resultados, tedrico y simulado, se muestran en la figura
8.5(a) en funcién de p.

Como se puede observar en la grifica los resultados de las simulaciones (re-
presentados por cuadrados) muestran una dependencia casi lineal entre MSE(o0o)
y el tamanio del paso. Las predicciones tedricas siguen muy de cerca esta tenden-
cia, aunque presenta algunas discrepancias con las simulaciones que se discutird
en proximas secciones.
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(a) Aproximacién PD (b) Aproximacién FG

Figura 8.5 Variacidn del MSD en convergencia con el tamano del paso

Mediante FG, AE y OMU

Utilizando de nuevo la ecuacién (8.30), junto con el valor correspondiente
de las variables ¢ y a para cada aproximacién a utilizar, se han obtenido las
graficas correspondientes de la variacién de MSE(co) en funcién de u. Ademds
se han vuelto a representar los resultados de las simulaciones para facilitar las
comparaciones. Todo ello se muestra en las figuras 8.5(b) a 8.6(b).

El comportamiento general de los resultados tedricos coincide, a grandes
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rasgos, con el descrito en el apartado anterior. Las diferencias que pudieran
existir se comentaran més adelante.

51 51

MSE(«) dB
5
MSE(x) dB

|
AN
15

-20}

gg.S -5 -4.5 -35 -3 -25 g55’5 -5 -4.5 -35 -3 -25

[ -4
log() log(p)

(a) Aproximacién AE (b) Aproximacién OMU

Figura 8.6 Variacion del MSD en convergencia con el tamanio del paso

8.11.4 Comentario y discusién
Evolucién dindmica de D(n)

En este apartado se discutird cualitativamente cémo de bien se ajustan los
resultados tedricos a los experimentales. La discusiéon cuantitativa se hard en
los apartados siguientes mediante dos magnitudes que caracterizan el comporta-
miento de D(n): una referente al comportamiento dindmico propiamente dicho
(el tiempo de convergencia) y otra referente a la fase estacionaria (el MSE(c0)).

En general y para todas las aproximaciones tedricas utilizadas la concordan-
cia con los resultados simulados es bastante buena, segin puede desprenderse
de una inspeccién visual de las figuras 8.1(a) a 8.2(b). De todas maneras, y para
poder hacer una discusién con un poco mas de fundamento, seria conveniente
fijarse con un poco mas de detalle en aquellas zonas de D(n) que pudieran ser
interesantes. Para ello se representa graficamente D(n), para todas las aproxi-
maciones utilizadas y los valores de u especificados, en su zona de convergencia
y las primeras iteraciones cuando ha convergido, figura 8.7 y figura 8.8. Noétense
las diferencias de escala.

Lo primero que cabe descatar es que el ajuste teoria-simulaciones no es
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Figura 8.7 Detalles ampliados de la evolucion del MSD. Aprox. PD(izq) y
FG(dcha). Primera fila = 8e — 4, sequnda fila p = 2e — 4 y tercera fila
u=>5e—5.

tan bueno como podria pensarse antes y que ahora empiezan a notarse ciertos
matices que cabe la pena descatar. En general, independientemente de la apro-
ximacidn, la concordancia es mejor conforme disminuye el tamano del paso, de
manera que para g = be — 5 se podria decir que es casi perfecta para todas
ellas. El motivo de tal comportamiento hay que buscarlo en los pasos comunes
que se han dado para obtener las aproximaciones. Los pasos comunes se dan al
principio, y el méas fundamental de todos es la utilizacién de las hipétesis de in-
dependencia, apartado 8.6. Mas concretamente interesa comentar la conclusién
que se obtiene de ellas y que figuraba en el apartado 8.5, reproducida aqui por
conveniencia:

‘A la vista de (8.10) se desprende que w(n) sdlo depende de muestras {d(n)},
{xz(n)} y {&(n)} hasta tiempo n y que por tanto es independiente de x(n + 1),
Z(n+1) yd(n+ 1) por las 3 primeras hipdtesis de independencia’.

No cabe duda que esta consecuencia de las hipétesis de independencia se ha
mostrado sumamente tutil para simplificar matematicamente todos los célculos.
Pero las 3 primeras hipétesis de independencia no siempre se cumplen exacta-
mente porque siempre existird cierta dependencia entre las variables involucra-
das en el problema y por tanto, las expresiones que se han obtenido basadas en
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Figura 8.8 Detalles ampliados de la evolucion del MSD. Aprox. AE(izq) y
OMU(dcha). Primera fila p = 8e — 4, sequnda fila p = 2e — 4 y tercera fila
u=>5e—>5.

ellas no son plenamente exactas.

El mayor o menor grado de dependencia de las variables que intervienen en
el problema no se puede modificar porque viene dado, el linico pardmetro que se
tiene de libre eleccién es el tamano del paso. Pues bien, si se hace suficientemente
pequerio, gracias a la expresién (8.10) se puede conseguir ‘artificialmente’ que
se cumpla mejor la independencia de w(n) con el resto de variables aleatorias.
Si se verifican mejor las hipdtesis utilizadas en la obtencién de las ecuaciones,
mejores resultados daran. Por tanto, al disminuir el tamano del paso mejor
concordancia teoria-simulacién se obtiene.

A la vista de la discusion anterior no cabe duda de que el parametro p va
a ser crucial en la interpretacién de todos los resultados que se obtengan. Si
se han estudiado las expresiones tedricas como un desarrollo en torno a p, es
de esperar por tanto que aquellas que incluyan un mayor numero de 6rdenes
den un resultado més acertado. A continuacién se analiza esto ultimo: las
aproximaciones a orden u dan peor resultado que las de orden 2. Que AE y
FG dan mejor resultado que OMU no tiene discusion, pero a simple vista parece
que PD y OMU dan igual resultado. Todos los resultados tedricos dan un MSE
ligeramente menor que el verdadero (simulado), si el que da PD es mayor que
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el que da OMU, el primero serd una mejor aproximacién. Para comprobar
esto se ha representado la diferencia MSE(OMU) con MSE(PD), el resultado
se muestra en la figura 8.11.4 para pu = 8¢ — 4. Al ser la diferencia negativa,
MSE(PD) es mayor y en consecuencia es mejor aproximacién. En definitiva se
ha comprobado que es méas exacto trabajar con las aproximaciones a orden p2,
al menos en lo que a la evolucién de D(n) se refiere.
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Figura 8.9 Diferencia entre el valor del MSD para OMU y PD en las
primeras iteraciones

De todas maneras las diferencias entre las aproximaciones utilizadas dismi-
nuyen al disminuir el tamano del paso como era previsible.

Se contintia ahora con el estudio del subgrupo de aproximaciones a orden p?
més especificamente: afortunadamente se obtienen mejores resultados conforme
mas elaborada es la aproximacion utilizada. Las cosas salen como cabia espe-
rar. Como primera aproximacion se optd por sustituir parte de la componente
estocdstica por una determinista (su media), constituyendo el PD. El procedi-
miento anterior se mejord suponiendo variables conjuntamente gaussianas, me-
jorando ostensiblemente los resultados, FG. Por iltimo se calculan exactamente
los valores esperados que aparecen y quedan como unicas hipdtesis simplifica-
doras las hipdtesis de independencia. A la vista de las graficas se puede afirmar
lo siguiente: FG supone una gran mejora respecto a PD, pero es un poco peor
que AE, es decir, AE mejora menos a FG en proporcién que FG a PD. Pa-
ra u pequenas la diferencia desaparece y hay gran concordancia entre teoria y
simulaciones. En definitiva: resultados 1égicos y dentro de lo que cabia esperar.

Con todas las aproximaciones utilizadas se ha llegado a que el MSE tiene
una forma funcional dada por,
D(n) = D(c0) + (D(0) — D(c0))c™ ! (8.42)

con
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D(0) es la condicién inicial, independiente de la aproximacién utilizada. ¢y a son
los parametros que determinan la funcion; su valor depende de la aproximacién
(ver tabla 8.3).

Por tanto, no hay libertad en la forma funcional sino sélo en los pardmetros
que la definen. Esta restriccion en la forma viene impuesta por la mismisima
ecuacién que define la recursion de actualizacién de los pesos de la tabla 8.2, es
decir, como ecuacién en diferencias. El mayor o menor éxito que se tenga en la
prediccién de los datos de las simulaciones va a depender en la posibilidad de
convertir (8.21) en una ecuacién en diferencias una vez tomado valor esperado.
Es decir, si (8.42) como ecuacién en diferencias que es va a ser un buen modelo
de (8.21). Para poder convertir (8.21) hacen falta dos cosas:

a) Que el primer miembro de la parte derecha de (8.21) se pueda poner como
un coeficiente que multiplica a Ra(n — 1).

b) Que se puedan eliminar los dos ultimos miembros de la parte derecha de
(8.21).

La condicién a) se puede cumplir exigiendo que Aw(n) sea independiente
del resto de variables aleatorias, o equivalentemente que lo sea w(n). Sobre esto
ya se ha hablado anteriormente.

En principio la condicién b) es directa al trabajar en la identificacién de
modelos AR, ya que ep(n) coincide con el ruido de excitacién del modelo AR que
es independiente del resto de variables que aparecen y de media 0. Por tanto, al
tomar valor esperado deberia anularse como se indica en el comentario después
de (8.21). Sin embargo, en la préictica, los valores esperados se implementan
mediante promedios (es decir, se estima el valor esperado) y puede que no sea
0 exactamente. Si no es cero exactamente habra que tener en cuenta el resto de
factores que aparecen en estos miembros, en particular Aw(n), el error en los
pesos. Este error va disminuyendo conforme se conocen més datos al avanzar
las iteraciones, pero en los primeros pasos es comparativamente més grande,
lo que contribuird a engordar los miembros mencionados. En definitiva no se
conseguird una ecuacién en diferencias. Idealmente, Aw(n) tiende a cero cuando
n es suficientemente grande, con lo que en ese caso los miembros se anulan. El
problema por tanto estd en las primeras iteraciones, ya que se usa un estimador
del valor esperado, por lo que en principio cuantas més iteraciones promedie
mejor estimador tendré. Para comprobar esto tltimo se ha llevado a cabo una
simulacién en la que se promedian 5000 realizaciones para y = 8¢ —4 con la idea
de que los datos simulados se acerquen mas a los esperados tedricamente. La
grafica (no reproducida aqui) resultante como evolucién de D(n) sigue el mismo
trazado que para el caso en el que se promediaron 1000 realizaciones, pero un
poco méas suave. No parece por tanto que los dos dltimos miembros de (8.21)
sean los culpables de la diferencia teoria-simulacién.
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En definitiva se puede concluir que las condiciones a) y b) resefiadas an-
teriormente se cumplirdn peor para p grande y en las primeras etapas de la

convergencia. Este hecho se constata por mera inspeccién de las figuras 8.7 y
8.8.
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Figura 8.10 Error relativo cometido al reproducir el tiempo de convergencia

8.11.5 Tiempo de convergencia

En apartados anteriores, cuando se presentaron los resultados de las simula-
ciones correspondientes al tiempo de convergencia se afirmé que eran ajustados
con bastante exactitud por las expresiones tedricas obtenidas. Ahora es el mo-
mento de cuantificar cémo de bien lo ajustan. No debe extranar que conforme se
aumente el grado de detalle se descubran aspectos nuevos, pero procédase paso
a paso. En primer lugar se mostrard el error relativo cometido en la estimacion
del tiempo de convergencia, para los valores de i de los que se disponga datos
de las simulaciones y para todas las aproximaciones, figuras 8.10(a) a 8.11(b).
El error relativo se ha definido tomando como valor ‘verdadero’de la magnitud
el valor obtenido de las simulaciones, es decir:

7(tedrico) — T(exper.)

ep = x 100

T(exper.)

El comportamiento del error relativo en los cuatro casos es andlogo: error ca-
si nulo para tamanos del paso pequenos, aumentando progresivamente, hasta
el 70%, conforme aumenta el tamano del paso con un comportamiento muy
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ordenado. Esta tendencia no debe extranar demasiado a la luz de los comenta-
rios hechos en el apartado anterior: se esperan mejores resultados cuanto méas
pequeno sea f.
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Figura 8.11 Error relativo cometido al reproducir el tiempo de convergencia

Para comparar las distintas aproximaciones se va a tomar como valor repre-
sentativo de cada una su error relativo mas alto. De esta manera se tienen los
siguientes valores:

PD 78%.

FG 68%.

AE 64%.
OMU 86%.

Es decir, sigue la misma tendencia observada en la evolucién de D(n), los
resultados mejoran conforme se mejora la aproximacion tedrica. Y ademds en
la misma proporcién: el paso cuantitativamente més grande se da entre PD y
FG (que rebaja el error relativo mdximo en un 10 %).

Se puede inspeccionar con mas detalle la zona de interés mediante las figuras
8.12(a) a 8.13(b). Estas tltimas figuras, ademds de confirmar el distanciamiento
entre teoria y simulaciones al aumentar el tamafio del paso, son muy ricas en
matices y merece la pena detenerse en ellas un poco mas. Pero antes seria
conveniente, en este apartado y para el tiempo de convergencia, volver a la
pregunta ; Por qué se obtiene un error tan grande para p altas? Por dos motivos,
el primero de los cuales es conocido y comentado previamente: cuanto mayor es
1 peor se verifican las hipétesis de independencia, ya que, segin la expresiéon de
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actualizacién de los pesos de la tabla 8.2, mas dependencia habra entre w(n) y el
resto de variables aleatorias involucradas. Por otro lado, 7 es evidentemente una
magnitud dindmica, en tanto que para su calculo se necesita que las ecuaciones
tedricas utilizadas se cumplan en los primeros pasos de convergencia. En estos
pasos e(n)% es grande y por tanto no se cumplen las hipétesis de independencia
como se ha indicado antes. En resumen, como

w(n) =w(n — 1)+ pz(n)e*(n) (8.43)

para obtener una buena independencia el segundo sumando de (8.43) tiene que
ser lo més pequeno posible. Esto se puede conseguir o haciendo p pequena
o haciendo e(n) pequena (dejando evolucionar el algoritmo suficientemente de
manera que empiece a aprender y disminuya el error).
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Figura 8.12 Zona de interés al reproducir el tiempo de convergencia

Resumiendo, en las primeras iteraciones donde hay que calcular 7, se pre-
sentan 2 factores que hacen que la independencia de w(n — 1) con &(n) y x(n)
no se cumplan: e(n) es grande y (posiblemente) p es grande. Y por tanto las
expresiones para 7 pueden no ser apropiadas.

Con todo lo comentado en este y en el anterior apartado, es bueno recalcar
y unificar las conclusiones en una sola frase: Las hipétesis de independencia se

cumplen mejor cuando j es pequeiio y n grande’.

A continuacién se discutirdn las caracteristicas del tiempo de convergencia

6Es similar a decir que Aw(n) es grande, como se comenté en la pagina 217 a tenor de las
condiciones a) y b).
"Seria conveniente dar algtin tipo de intervalo dentro del cual esto se verifique.



8.11. APLICACION NUMERICA. EJEMPLO 221

que pueden apreciarse del estudio de las figuras 8.12(a) a 8.13(b): el x de corte
y el tiempo de convergencia minimo.

Las aproximaciones a orden p? no sélo mejoran a la de orden p cuantita-
tivamente sino también cualitativamente, ya que son capaces de dar respuesta
y reproducir algunas caracteristicas del comportamiento de 7 en funcién de p,
como es el u de corte. Primero se describird qué se entiende por u de corte:
conforme se aumenta el tamano del paso la velocidad de convergencia aumenta,
es decir, disminuye el tiempo de convergencia tal y como puede observarse en el
conjunto de figuras 8.3(a) a 8.4(b) y 8.12(a) a 8.13(b). Pero a la vez que esto
ocurre el valor al que converge se va haciendo cada vez mas grande (como se
discutird en el préximo apartado), con el riesgo de que llegue un momento en el
que para cierto valor de y MSE(n) no alcance los —4.34 dB, es decir, no llegue al
1/e de su valor inicial y por tanto no se tenga definido el tiempo de convergencia
correspondiente. Pues bien, a este valor del tamafno del paso se le denomina p
de corte, u.. Segun las simulaciones para este ejemplo concreto se obtiene que
ite = le — 3. Seria muy deseable por tanto que las expresiones tedricas que se
han obtenido fuesen capaces de reproducir este valor. Tedricamente se calcula
como aquel valor de p a partir del cual todos los p mayores dan un tiempo de
convergencia negativo o complejo (distinto de un real positivo). Precisamente lo
que se ha dibujado (figuras 8.12(a) a 8.13(b)) para cada aproximacién, para el
rango de p estudiado, son todos los tiempo de convergencia que son fisicamente
realizables. Se observa que mientras OMU acepta como validos valores menores
que le — 3 para el tamaifio del paso, PD, FG y AE no y ademds coinciden el
valor de p. calculado con el simulado. También hay que resaltar que aunque
se sea capaz de reproducir este valor, no coinciden el tiempo de convergencia
tedrico y simulado para p., como ya se sabe de comentarios anteriores.

Otra peculiaridad de la funcién 7(u) merece ser descatada ahora. Se ha
dicho con anterioridad que es una funcién decreciente, o al menos para hacer
los comentarios nos ha bastado con eso. De todas maneras se comprueba por
simple inspeccién de la figura 8.12(a) (p.e.) que hay un minimo, es decir, no por
mucho aumentar el tamano del paso se va a conseguir que converja mas rapido,
hay un valor p,, a partir del cual ese aumento se ve penalizado®. Sélo FG y
AE son capaces de reproducir esta caracteristica y dar un minimo, ademads en
el sitio correspondiente.

8.11.6 Error cuadratico medio en convergencia

Como ya es conocido, el algoritmo adaptativo ird dando, conforme conoce
mds datos (conforme aumentan las iteraciones) un MSE menor, hasta que llega
un momento en el que deja de aprender (cuando ha convergido). Este MSE

80tro fenémeno no lineal ya estudiado para T.MS es la existencia de un minimo en MSE(c0)
como funcién de p [RZ99].
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Figura 8.13 Zona de interés al reproducir el tiempo de convergencia

en convergencia, 0 MSE(c0) es lo que estd representado en las figuras 8.5(a) a
8.6(b). Para cuantificar un poco qué aproximacién es mejor se ha procedido,
igual que en el apartado anterior, a calcular el error relativo de la misma manera.
Dicho error se muestra en las figuras 8.14(a) a 8.15(b).

Lo primero que hay que hacer notar es la diferencia de escala entre estas
figuras y las figuras 8.10(a) a 8.11(b), ya que el error relativo es mucho menor
para el intervalo de u estudiado. Esto en principio era de esperar ya que se estd
trabajando en una zona donde se supone que las hipdtesis de independencia se
verifican mejor, en la zona de convergencia donde por definicién n es grande
(idealmente infinito).

Los comentarios de los resultados en funcién de la aproximacion utilizada
son iguales a los del apartado anterior y una aproximacién mejora a la otra en
el mismo orden: OMU, PD, FG y AE.

Lo que maés extrana es que el error relativo no dependa de una manera clara
de p. En principio se podria esperar que disminuyera al disminuir el tamano del
paso a tenor de todos los comentarios hechos hasta ahora. Es decir, se podria
esperar un comportamiento parecido en forma al error relativo para el tiempo
de convergencia, porque en definitiva ambas expresiones (la de 7 y la de D(o0)
) se derivan de la misma expresién tedrica.

Algunas posibles explicaciones:

a) La funcién D(n) simulada es irregular en convergencia y no mientras con-
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verge, por lo tanto va a existir cierto error en datos experimentales para
D(o0) y no para el tiempo de convergencia.

D(o0), como su propia notacién indica, es el valor de la funcién D(n)
cuando n — oo. Obviamente mediante simulaciones no ‘se alcanza el
infinito nunca’, sélo es posible aproximarse a él. El problema es que el
infinito a veces estd cerca y otras veces estd lejos: para situaciones donde
1 sea grande, como convergerd répido, el infinito estd cerca (dentro del
limite de 10000 iteraciones que contemplan las simulaciones hechas aquf),
pero cuando sea pequefio estard més lejos (claramente mas lejano que las
10000 iteraciones que marcan el limite del horizonte). De nuevo, por tanto,
se tienen datos experimentales no todo lo exactos que deberian ser para
poder poner un poco de orden en las cadticas graficas de error relativo
aqui mostradas.

A la vista de estas dos explicaciones parece que se estd echando la culpa
a los datos de las simulaciones, como si fueran los tunicos responsables. No es
que las expresiones tedricas obtenidas den resultados exactos, simplemente se
espera ver alguna tendencia en los errores relativos, algo que no sucede. De
todas maneras considérese que la tendencia tendria que ser muy sutil ya que los
errores relativos caen en un intervalo con unas pocas unidades (entre el 1% y
el 9%), de tal manera que casi se podria decir que es constante comparado con
el rango que presenta para el tiempo de convergencia (del 1% al 90%). Quizds
se esté pidiendo demasiado y esos efectos se vean sélo si se trabaja con series
mucho més largas (;10* 6 10° datos?) y més realizaciones que promediar (;5000
quizés?), pero eso llevaria varios meses para un PC actual.
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Figura 8.14 FError relativo al reproducir el MSD en convergencia
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Si se concluye que el error relativo, para todas las aproximaciones, para
D(o0) es constante, ;Por qué lo es? Se podria aventurar que se contrarrestan
dos efectos. Por un lado esta la tendencia que se viene defendiendo de que si
el tamafio del paso disminuye también disminuye el error. Y por otro estd el
nuevo efecto que se ha apuntado para el MSE en convergencia de que como le
lleva mucho mas a MSE converger efectivamente a p pequenas, no se cuenta
con datos realmente fiables en ese rango (no queda méas remedio que discutir en
funcién de las simulaciones de las que se disponen).

Hasta ahora, en este apartado, sélo se han hecho comentarios generales que
afectan a las 4 aproximaciones a la vez; simplemente se ha dicho que la tendencia
es la conocida de apartados anteriores: cuanto mas elaborada es la aproximacién,
mejor resultados da. Y aqui si es verdad que conforme aumenta g AE da mucho
mejor resultado que OMU (por ejemplo y como era de esperar). Simplemente
comentar un aspecto méas. Los resultados de las simulaciones para D(o0) como
funcién de p, en un primera inspeccién, parece que siguen una ley lineal, pero no
es asi. Cuando aumenta el tamano del paso hay un punto en el que la pendiente
aumenta ligeramente, de manera que D(00) decrece més rapidamente en funcién
de u. Pues bien, esto sélo es capaz de reproducirlo FG y AE como se puede
comprobar en las figuras 8.5(a) a 8.6(b).
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Figura 8.15 FError relativo al reproducir el MSD en convergencia
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8.11.7 Comentario final

Se podria intentar sacar un poco de ventaja en la utilizacién del algoritmo
GLMS en funcién de todo lo discutido en los apartados anteriores. Por ejemplo,
ahora que se sabe que existe u,, quizas se pretenda usarlo siempre de manera
que el algoritmo converja lo méas rapidamente posible. Esto, que supone una
ventaja en cuanto a velocidad de convergencia, no lo es en cuanto a D(c0) ya
que normalmente u,, es un valor alto que hace que D(oco) también lo sea. En
general:

Ap
D(OO)ZB—cu
1
T~ —
5

y ocurre lo siguiente:

a) Si el tamafio del paso es grande, el tiempo de convergencia es pequenio y
D(o0) grande.

b) Si el tamarfio del paso es pequertio, el tiempo de convergencia es grande y
D(o0) pequeio.

Aparece por tanto la conocida oposicién que se da en LMS. Hay que elegir,
en funcién de la aplicacién, entre 7 bajo o D(co) bajo, pero no pueden ser
pequenos los dos a la vez.
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Capitulo 9

Analisis de los algoritmos
sobredeterminados y

generalizados tipo LMS,
OGLMS

Introduccién

La principal motivaciéon de este capitulo es comprobar que los algoritmos
denominados en el capitulo 8 como OGLMS1 y OGLMS3 no sufren la fuerte
limitacién de GLMS de no poder trabajar con sistemas cuya matriz Rz, aso-
ciada no sea definida. Una vez confirmado este punto se analizardn estos dos
algoritmos y se elegira el que mejor propiedades presente para profundizar en su
estudio y seguir modificindolo para mejorar aiin mas sus propiedades. Se puede
considerar por tanto éste como un capitulo de transicién, que justifica por qué
se ahonda en el estudio de uno y no otro algoritmo. Con lo cual se presentaran
unos resultados tedricos sin simulaciones.

En este punto de la Memoria seria conveniente comentar la equivalencia
entre los algoritmos tipo minimos cuadrados y minima media cuadratica. Por
equivalencia se quiere indicar la relacién que se puede establecer entre algoritmos
de un tipo y otro pensados para resolver un problema concreto:

1. LMS y RLS. Ambos son capacez de imponer la condicién de ortogonalidad
entre el vector de datos y el error de estimacion. La matriz asociada a

227
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este problema es cuadrada y definida positiva al ser una matriz de auto-
correlacion.

2. GLMS y RIV. Esta vez la condicién de ortogonalidad se establece entre
el vector de variables intrumentales y el error de estimacién. La matriz
asociada sigue siendo cuadrada pero no tiene porqué ser definida, por
tanto el algoritmo GLMS puede no funcionar correctamente.

3. OGLMS y ORIV. La situacién es parecida a la anterior pero ahora se
introducen mas variables intrumentales que incégnitas tiene el problema.
La matriz asociada por tanto es sobredeterminada.

Dentro de cada punto se pueden abrir mas posibilidades versionando los algo-
ritmos base, existiendo por ejemplo algoritmos LMS normalizados [Ber86], RLS
rapidos [BM89] y [KCM84], los OGLMS1 y OGLMS3 a estudiar en este capitulo,
etc.

El algoritmo que se estudia en primer lugar serd el OGLMSI en el apartado
9.1, donde se analizard su convergencia en media y en media cuadritica tanto
en ambientes estacionarios como no estacionarios. El andlisis del algoritmo
OGLMS3 se deja para el apartado 9.2.

9.1 Anadlisis del algoritmo de gradiente estocastico
basado en la 1* opcién, OGLMS1

Segun se discutié en el capitulo 8, con ayuda de los resultados obtenidos en
el andlisis de OGLMS, la siguiente recursién resuelve el sistema (8.4):

I

w(n) =wn—1)+

1m(n):ﬁt(n)[z(n —1)—®(n—w(n —1)]

Esta expresion forma el nicleo de un algoritmo tipo gradiente estocastico, cuyos
pasos se detallan en la tabla 9.1, que se construye a partir de ella tal y como se
hizo en el capitulo anterior a partir del principio de ortogonalidad sobredeter-
minado.

Condiciones iniciales
w(0)=0 #(0)=0 2(0)=0

Con la llegada de nuevos z(n), Z(n) y d(n) hacer
Construir los vectores x(
w(n) =w(n —1) + £rz(n)& (n)[z(n

®(n) = A®(n—1) + &(n)x'(n)
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z(n) =Az(n — 1)+ &(n)d(n)

Tabla 9.1 Proceso iterativo del algoritmo OGLMS1

En los siguientes apartados se analizard este algoritmo, su convergencia tanto
en media como en media cuadratica en ambientes estacionarios y no estaciona-
rios.

9.1.1 Convergencia en media. Ambientes estacionarios

Siguiendo pasos andlogos a los realizados para el andlisis de OGLMS, la
ecuacion anterior se puede reescribir de la siguiente manera:

Aw(n) = [T - 2 —a(n)#' (n)®(n — D]Aw(n - 1)+

(9.1)

+ z(n)z' (n)[z(n — 1) — ®(n — 1)w]

n—1

Como lo que se va a estudiar son propiedades en convergencia se puede
asumir en la expresion anterior que n es grande, de manera que sea valida la
hipétesis de que z(n) y ®(n) son cuasideterministas. Es decir, recordando las
ecuaciones (4.25) y (4.26):

®(n) ~ n[Rz + R, (n)]

z(n) ~ nlraz +rgz(n)]

donde las componentes de R®(n) y r¢(n) son ruido blanco de media 0 e inde-
pendientes del resto de variables aleatorias involucradas en el problema. Por lo
que teniendo en cuenta Rz, wqo = gz se verifica que:
Aw(n) =[I — x(n)& (n)®(n — 1)]Aw(n — 1)+
(n) =[I — ——z(n)&"(n)@(n - D]Aw(n - 1) 0.2)
+ pz(n)Z' (n)s* (n — 1)

se ha definido s¢(n) = r¢(n) — R°(n)wg que contiene la informacién referente al
ruido de estimacion de las magnitudes » y R. Es de media nula e independiente
del resto de variables aleatorias al serlo las variables a partir de las cuales se
define.
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Tomando valor esperado y teniendo en cuenta las hipétesis de independencia:

E[Aw(n)] = [I — puR'R]E[Aw(n — 1)]

Si se trabaja en la base en la que R'R es diagonal se pueden desacoplar las
componentes del vector de error en los pesos:

E[Aw;(n)] = [1 — pN]E[Aw;(n — 1)] (9.3)
esta ecuacién en diferencias tiende a cero si |1 — pX;| < 1, es decir, si
s
0<p< 5’ (9.4)

donde se ha tenido en cuenta que la matriz R'R es definida positiva' y por
tanto sus autovalores son positivos.

Para ver mejor la influencia de los autovalores en la convergencia del algo-
ritmo, es conveniente estudiar la solucién de (9.3). Si se sustituye n veces en si
misma, se llega a:

E[Aw;(n)] = [1 — pX\]"E[Aw;(0)]

cuanto mas cercana a cero sea la diferencia 1 — pA; menos iteraciones seran
necesarias para que la componente i-ésima del vector de error en los pesos sea
cero. La velocidad de convergencia para una componente del vector se puede
elevar con una adecuada eleccién del tamano del paso u. El problema estd en
que una buena eleccién para que una componente converja rdpido puede ser
una mala eleccién para otra componente (otro autovalor), incluso puede que no
converja si no se cumple (9.4). Si el valor de todos los autovalores estuviera
comprendido en un intervalo pequeno se podria elegir un valor del tamano del
paso que asegurara una rapida convergencia para todas las componentes. Si
la dispersion de autovalores es grande, la disparidad en cuanto a velocidades
de convergencia entre componentes serd grande y la velocidad de convergencia
total del vector vendra dada por la velocidad de la componente que converja
mas despacio.

Este problema no se da en el algoritmo ORIV estudiado en el capitulo 4.
Para ese algoritmo la convergencia en media se regia por la siguiente expresion
(ecuacién (4.37)):

E[Aw(n)] = A*"(1 — A\)*(R'R)'T'(0) Aw(0)

para adecuarla a ambientes estacionarios, donde no es necesario el factor de
olvido, se hace A — 1 teniendo en cuenta que (1 — \) — 1/n:

E[Aw(n)] = %(RtR)*lr(O)Aw(O) (9.5)

1En verdad lo tinico que se puede asegurar es que es semidefinida positiva. Para que fuese
definida positiva R deberia ser de rango completo y eso depende del problema concreto que
se esté resolviendo.
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En esta expresién se aprecia claramente que la velocidad de convergencia no
depende de ninguna cantidad (p.e. autovalores de RtR) ni de ningiin parametro
libre del algoritmo (porque ORIV no tiene al ser ambientes estacionarios). Es
decir, no se ve afectado por la dispersién de autovalores de R'R. El vector de
error en los pesos tiende a cero como 1/n>.

La forma en la que se ha conseguido reducir la carga computacional en los
algoritmos presentados aqui tipo OGLMS, ha sido la de eludir el célculo de la
matriz T'(n). Esta matriz consigue eliminar en el algoritmo ORIV cualquier
dependencia en los autovalores como se ha puesto de manifiesto con las ecuacio-
nes anteriores. Recuérdese, sin embargo, que en problemas mal condicionados
ORIV no funcionaba todo lo bien que debia, no ya por un problema estruc-
tural, que se aprecia que no tiene (9.5), sino por un problema estrictamente
numérico de inversiéon de matrices, es decir, un problema numérico en el calculo
de T'(n). Seria muy interesante por tanto comparar el comportamiento de ORIV
y OGLMS mediante simulaciones para problemas mal condicionados.

9.1.2 Convergencia en media cuadratica. Ambientes esta-
cionarios

Se parte de la ecuacién (9.2) reproducida aqui por comodidad:

—|lr—* z(n)z! (n)®(n — wn —
Aw(n) = I - —E—am)@ (n)@(n - 1)| Aw(n - 1)+ (9.6)

+ px(n)& (n)s¢(n — 1)
Para simplificar los cédlculos se va a despreciar el ruido de estimacién R°(n)
respecto a R en la descomposicién de la matriz ®(n), aunque no asf s¢(n—1) ya

que lleva informacién importante en el término independiente. A continuacién
se construye el producto escalar del vector de error en los pesos:

Aw'(n)Aw(n) =
= Aw'(n — 1)[I — pR'Z(n)x! (n)][I — px(n)& (n)R|Aw(n — 1)+

9.7
+ p?s(n — l)é(n)mt(n)m(n)it(n)se(n -+ 6.1
+ 2 términos de media 0
y tomando valor esperado resulta?:
D(n) = Te{(I = 2uR'R + > R'R;,,; R)Ra(n — 1)} + ©8)

"‘NQT‘r{RixxiRs (n)}
donde se han utilizado las siguientes definiciones:

D(n) = E[Aw’(n)Aw(n)]

2Se ha tenido en cuenta que v* Mv = Tr{Mwvwv'} como se comprueba ficilmente.
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E[&(n)z' (n)]
Rives —E[ (n)z' (n)@(n)z"(n)]
R (n) = E[Aw(n)Aw' (n)]

(
R;(n) = E[s*(n)s" (n)]
La ecuacién (9.8) no tiene una forma sencilla para su resolucién, como las ecua-

ciones en diferencias de los casos anteriores. Se puede discutir algo sobre ella
suponiendo que sélo hay una incégnita:

D(n) = (1 = 2uX 4+ *ARz223)D(n — 1) + pi* Ripazo(n) (9.9)

Hay que tener cuidado porque aqui A hace referencia al autovalor (al valor) de
R'R y no al factor de olvido introducido en el producto escalar. A la vista
de esta ecuacién también llama la atencién la influencia de dicho autovalor
en la velocidad de convergencia del algoritmo en media cuadratica. Al igual
que ocurria con la convergencia en media es de esperar que una aplicacién con
una gran dispersion de autovalores converja méas lentamente. Igualmente, la
influencia de la dispersiéon de autovalores es nula para el algoritmo ORIV en lo
referente a su convergencia en media cuadréatica. Véase por ejemplo la ecuacién
(4.50) donde el 1inico parametro que controla la velocidad de convergencia es el
factor de olvido.

El valor al que converge la ecuacién en diferencias (9.9) es

1 ,U«Rizzi 2
D(0o) = y——"02(00
( ) MILA 2 - NRi'a:a:i' S( )

del cual cabe descatar la proporcionalidad que existe entre D(o0) y:

a) La varianza del ruido de estimacién, o5(00). Conforme se van conociendo
mas datos los estimadores van disminuyendo en varianza. Sin embargo
la varianza no se hace cero nunca sino que tiende a un valor constante.
Es una fuente de ruido para los estimadores de los pesos obvia: si las
cantidades usadas en el cdlculo de los pesos presentan ruido, también lo
tendran ellos.

b) El tamafio del paso . Cuanto menor sea, menor error cuadratico medio
en convergencia habra.

Es posible reescribir esta tultima expresién de la siguiente manera:

Rimmi 1 2
g, (00
A 2 - NRi'xm”c S( )

D(c0) = p

y como p se suele elegir bastante pequeno:

1 Rimmi
2 RtR

D(00) = o2 (o) (9.10)
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donde se ha preferido poner A como su forma equivalente R'R. Esta tltima
expresion es mas ficil de interpretar. El término genuino de ruido (el ruido de
estimacion) estd modificado por tres factores:

1. El factor 1/2.
2. El tamano del paso, ya discutido anteriormente.

3. El cociente Rzyq2z/ R!R que contiene informacién acerca de la estadistica
del problema: la varianza de #(n)z(n) dividida por la media al cuadrado.

Nétese como aspecto importantisimo que la tinica causa de error cuadratico
medio es el ruido de estimacién, y sin embargo no aparece el ruido de medicién
como es usual en casi todos los algoritmos adaptativos: por ejemplo el factor op
en la ecuacién (4.60). Esto puede que le beneficie cuando se compare con otros

algoritmos.

Situaciones donde haya mas de una incégnita

Para obtener una expresién vélida en el caso de tener varias incégnitas
se siguen los pasos dados en este apartado con anterioridad, pero en vez de
construir el producto escalar dado en (9.7) se construye el producto externo
Aw(n)Aw'(n) y tomando valor esperado resulta:

Ra(n) =Ra(n—1) — uR'RRA(n — 1) — pRa(n — 1)R'R+
+1°E[z(n)& (n)RRA (n — 1)R'E(n)xt (n)] + p’E[z(n)&" (n) Rs(n)&(n)x! (n))]
(9.11)

A continuacién se procederd como en paginas precedentes para desacoplar las
componentes diagonales de Ra(n), es decir, se eliminar4 el término en p? (no
el independiente) y se trabajara en la base en la que R'R es diagonal,

Dj(n) = [1 = 2u\]Di(n — 1) + (i Ry |is(n)
donde se ha definido la matriz®
R..(n) = Elw(n)# (n) Ry ()& (n)a" (n)]

suponiendo que se cuenta con un numero suficiente de datos de forma que el
ruido de estimacién ya no dependa sustancialmente del tiempo, es decir, para
un n suficientemente grande:

Dj(n) = [1 = 2uXi]Di(n — 1) + i Ry ]is(00)

3E] carédcter no estacionario a su estadistica se lo da el ruido de estimacién s¢(n).
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por lo que lleva a un valor en convergencia

1

Di(o0) = Haox

El error cuadratico medio total serd la suma de todas las componentes (es
la traza de la matriz Ra):

Dioc) = i3 " 5 Rali(0)

i=1 7

la sumatoria equivale a la traza del cociente entre la matriz R,, y R'R en la
base en la que esta ultima es diagonal; pero como la traza no depende de base,
coincide con la traza de dicho cociente en cualquier base:

Do) =y { B |

que es la expresién buscada.

9.1.3 Convergencia en media. Ambientes no estacionarios

Para trabajar en ambientes no estacionarios hay que realizar un pequeno
cambio en la recursién que actualiza los pesos, ya que es necesario introducir el
factor de olvido A. Quedando por tanto de la siguiente manera, por motivos de
normalizacién:

w(n) =w(n —1) + p(l = Nen)E (n)[z(n — 1) — &(n — Dw(n — 1)]
y tomando valor esperado,
E[w(n)] = E[w(n — )] + uR! (n)fr(n — 1) — R(n — D)Efw(n — 1)]

donde cabe destacar que al trabajar ahora en ambientes no estacionarios las
cantidades r y R son funcién de n, como se indica explicitamente. Recordando
ahora que por construccion

R(n)wy(n) = r(n)

es decir, la serie {wq(n)} determina la evolucién real de los pardmetros del
sistema, se puede poner que

Efw(n)] =[I - uR'(n)R(n - 1]E[w(n - 1]+

) (9.12)
+uR (n)R(n — wo(n — 1)

si se consideran sistemas que no cambien mucho con el tiempo de manera que
R'(n)R(n — 1) = R'(n)R(n) y se trabaja en la base en la que R'(n)R(n)
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sea diagonal, las componentes de w(n) se desacoplan en la ecuacién anterior,
quedando

Elw;(n)] =[1 — pAi(n)|E[w;(n — 1)] + pXi(n)woei(n — 1) (9.13)

donde por el mismo motivo anterior los autovalores dependen del instante tem-
poral considerado. Esta es la ecuacién en diferencias buscada; es una ecuacién
en diferencias no homogénea con coeficientes no constantes. El término no ho-
mogéneo hace que la solucién no tienda a cero, lo cual evita que los pesos en
media tiendan al valor nulo, como debe ser. Debido a que los coeficientes no
son constantes hallar la solucién se complica enormemente y mas al no conocer
la expresién de los autovalores como funcién de n, de forma que la expresién
para la solucién que se halle debera contener a todos A;(1), ..., A;(n). Este
problema no aparecia en el algoritmo ORIV ya que debido a la existencia de
la matriz I'(n), desaparece la dependencia en los autovalores, quedando como
Unico pardmetro que controla la evolucién de los pesos el factor de olvido A (ver
ecuacién (4.77) ). Como se puede apreciar a la vista de todos los comentarios
realizados hasta ahora en cada uno de los anélisis realizados, el comportamiento
del algoritmo OGLMS se ve afectado de manera notable por los autovalores,
bien ralentizando la convergencia en caso de problemas mal condicionados o
bien complicando la resolucién de las ecuaciones en diferencias que aparecen en
dicho andlisis. Aunque ORIV necesite més operaciones por iteracién e invo-
lucre més cantidades intermedias, a la larga le beneficia porque en el andlisis
de su comportamiento acaban apareciendo ecuaciones mas sencillas de resol-
ver? (ecuaciones en diferencias con coeficientes constantes) y su convergencia es
independiente de cualquier variable externa al algoritmo (autovalores).

A continuacién se procede a resolver la ecuacién (9.13). En el apéndice D se
resuelve una ecuacién en diferencias con coeficientes no constantes. Aplicdndolo
a la ecuacién de interés ahora, resulta, para n suficientemente grandes para
eliminar la contribucién de la solucién de la homogénea:

E[w;(n)] = woi(n) — | 1 + i IT = mxi(k)] ) Awo;

(=1 k=Il+1

donde se ha supuesto que la evolucion de los pesos del sistema es lineal con el
tiempo:

wo(n) = wo(n — 1) + Awy (914)
Por lo que se desprende que la media de los estimadores presenta un retraso
dado por:

7 = lim 1+z_: II 1= mxs(e)]

n—00
=1 k=I[+1

48e puede esperar intuitivamente que problemas bien planteados y resueltos de forma
consistente permitan ser descritos mediante ecuaciones sencillas. Cuando la matemadtia se
complica es que el formalismo empleado no es el mas adecuado.



236 CAPITULO 9. ANALISIS DE LOS ALGORITMOS OGLMS

Como se aprecia el retraso varia segiin la componente i estudiada y es funcién
del autovalor correspondiente. El valor exacto de los autovalores en funcién del
tiempo se desconoce, por lo que no es posible dar una expresién mas explicita
del tiempo de retardo.

Para que las condiciones iniciales tiendan a cero, es decir, para que tienda a
cero la solucién de la homogénea, es necesario que se verifique (ver apéndice D)

1—p\i(n)|<1VYi, n

O equivalentemente, para que se anule la solucién de la homogénea para todas

las componentes:
|1 — pmax{\;(n)}| <1Vn (9.15)
(2

Esta condiciéon se verificard dependiendo del valor que se le dé al tamano del
paso y de en qué situacién se trabaje:

a) El sistema cambia poco con el tiempo. Bien porque el intervalo tempo-
ral estudiado sea pequeno o porque la velocidad de cambio sea pequena.
Entonces la condicién se verifica fijado un p constante en el tiempo V n
perteneciente al intervalo de interés.

b) Sino se esta en el caso anterior es necesario que el tamafio del paso cambie
con el tiempo para que la condicién (9.15) se verifique en todo el intervalo
temporal durante el cual se realice el rastreo del sistema.

9.1.4 Ecuacion para controlar la evolucion de u

Imponer (9.15) es equivalente a imponer,

2
O<pu< 7maxi{/\i(n)} Vn

por lo tanto hay que asegurarse que esta condicién se cumple para todo instante
de tiempo. Para ello se proponen dos métodos distintos explicados a continua-
cion:

12 Propuesta:

Como \;(n) < Amax(n) < Tr{R'(n)R(n)}, al trasladarlo a los estimadores,

resulta que Amax(n) < (1 — N)2Tr{®'(n)®(n)} por lo que se propone que el
tamano del paso debe verificar la condicién:

2
(1= X2)2Te{®' (n)®(n)}

0<pu(n) <
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El principal problema que presenta es que el calculo del producto de matrices
indicado requiere de Ig? productos lo que aumenta la carga computacional del
algoritmo. Recuérdese que la matriz ®(n) es [ x ¢q. Esto no interesa ya que
una propiedad deseable de cualquier algoritmo adaptativo es que necesite pocas
operaciones por iteracion. De todas maneras, como al final lo que interesa es
la traza del producto, sélo hace falta conocer los elementos diagonales. Para
calcular los elementos diagonales se requieren /g productos, que es del mismo
orden que la carga computacional requerida para hacer productos de matrices y
vectores, como los que aparecen en el algoritmo, por lo que no aumenta la carga
computacional en un nuevo orden.

También se puede estimar directamente la traza, sin tener que estimar pre-
viamente el producto mediante la estimacién previa de las matrices. Para ello
téngase en cuenta en primer lugar que se puede estimar directamente el valor
esperado E[®'(n)&(n)x!(n)] utilizando la recursién:

E[@" (n)E(n)2" (n)]|n = AE[@" ()& (n)2" (n)]|n—1 + [®' ()Z(n)]a! (n) (9.16)

esta actualizacién requiere lq + ¢? productos y tiende a

B& (n)E(m)zt (n)] - —

n—oo (1= \)2 Rt(n)R(n)

Por lo que la condicién sobre el tamano del paso quedaria:

2

0 n ~
< < PR ER mEme )

Aprovechando la forma de la recursién (9.16) se puede estimar, como se anun-
ciaba anteriormente, directamente la traza buscada:

Te{E[®' (n)Z(n)a' (n)]}, = ANTH{E[®' ()& (n)z" (n)]}n-1 + ' (n)®" (n)F(n)
que requiere lq + [ productos. Andlogamente al caso anterior la condicién sobre
el tamano del paso seria:

2

0 n =
< < PR ER mEme T,

22 Propuesta:

Sea <,> un producto escalar. Se verifica la desigualdad de Cauchy-Schwarz:
| <a,b> > <<a,a><bb>

Si a y b son variables aleatorias, el valor esperado de su producto es un pro-
ducto escalar. Aplicdndolo a este problema se puede escribir que R;;(n) =
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z;i(n)zi(n)|E[E;(n)Z;(n)] = (9-17)

Para calcular los valores esperados indicados, como se esta trabajando en am-
bientes no estacionarios, es preciso utilizar la recursiéon conocida:

Elz' (n)z(n)]ln = AE[2" (n)2(n)]|n—1 + 2 (n)2(n)
Por tanto, la condicién sobre u(n) es:

2

0 n — ~
< < R e EE mEmI

El niimero de productos requerido por este método es g+1+1 y aunque es el mas
bajo de todos presenta el inconveniente de que no es inmune al ruido aditivo
gaussiano cuando se utilice OGLMS para resolver ecuaciones que involucren
cumulantes de alto orden, como se vera en las simulaciones.

Ejemplo: Aplicacién practica al caso de las ecuaciones de Giannakis-
Mendel

Estas ecuaciones para la identificacién ciega de sistemas MA se introdujeron
en el capitulo 5, donde también se detallé cémo utilizar el algoritmo ORIV
para resolverlas. Para resolverlas mediante OGLMS se definen las variables
implicadas de forma idéntica. En particular:

x(n) =y’ (n —q)..y’(n —2¢)ly(n — ¢ — 1)..y(n — 2¢)]*

&(n) = y(n)..y(n — 39)'

Se propone controlar el valor del tamafio del paso mediante la 2* propuesta.
Para ello hay que calcular los siguientes valores esperados:

E[z(n)a(n)] = (¢ + 1)m4y(0,0,0;n) + goy (n)

Bl (n)3(n)] = (3¢ + Do (1) 19
y
Donde hay que tener en cuenta varios aspectos. El primero es que como se
trabaja en ambientes no estacionarios la estadistica cambia con el tiempo, asi se
ha indicado con el indice n en los momentos implicados. Aunque en los valores
esperados que se han calculado deberia aparecer los momentos desde tiempo n
hasta n — 3¢, se ha supuesto que hay poca diferencia entre ellos y se han tomado
igual al momento a tiempo n por simplicidad, tal y como se aprecia en (9.18).
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A continuacién se calcula cudl es la dependencia en el tiempo de estos mo-
mentos, para lo cual se va a suponer que los parametros del sistema evolucionan
de igual forma a lo especificado en la ecuacién (9.14) para el cambio del vector
incégnita®. O equivalentemente:

b(n) = bg + np

Por tanto:

donde

q
AO’Z (n) = o2 Z(Qbmpi + p?n)
i=0
lo importante es resaltar que la varianza es un polinomio de segundo orden en
np;. Andlogamente para el momento de orden 4:

may(0,0,0;n) =cay(0,0,0;n) + 302(71)0;(71) =

1w S (boi +1pi)* + 3(02(0) + nAo?(n))? (9.20)

=0

que resulta ser un polinomio de orden 4 en np;. En definitiva se puede con-
cluir que el producto E[z!(n)x(n)]E[Z'(n)&(n)] es un polinomio de orden 6
en np;. Si el sistema evoluciona durante tiempo suficiente o la evolucién es
rapida, np; > 1 y predomina el sumando con la potencia sexta, dicho sumando
es 02 V4w iy (npi)? 31 (np;)* por lo que la condicién que debe verificar el
tamano del paso es:

2
o V4w Zgzo(npi)4 Zgzo(npi)2

0 < pn) < (9.21)

Como aplicacién numérica considérese un modelo MA de orden 1 con para-
metros iniciales [I — 1.25] y una pendiente p = [1 — 1/10]. En la figura 9.1
se compara el autovalor maximo de la matriz R'R para este ejemplo con dos
cotas superiores estudiadas en estas ultimas lineas: su traza y la cota dada en
la 2% propuesta y concretada en (9.21).

Como se puede apreciar la traza sobreestima claramente el valor del auto-
valor mayor, como se sabia de antemano. Aunque la cota dada por la segunda

5Como se sabe del capitulo 5, no coinciden los pardmetros del sistema con el vector
incégnita, sino que el segundo es una funcién de los primeros (véanse las expresiones (5.42) y
(5.43)).
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Cotas de )\max (en !i)glo)

0 500 1000 1500 2000
Iteraciones

Figura 9.1 Cotas para el mdzimo autovalor: { Tr[R'R]; O Autovalor
maximo; O 2° propuesta

propuesta deberia tomar los mismos valores que la cota debida a la traza, no
es asi ya que se han eliminado términos y retenido solamente el que presentaba
una mayor potencia en el indice temporal n. Por este motivo se encuentra bas-
tante por debajo de él, justo coincidiendo con el valor real del autovalor. Esto
es mas cierto conforme mayor es el valor del producto np. Para este ejemplo se
ha elegido un valor realmente alto para la pendiente de la variacién lineal de los
parametros del sistema; tan alto que el algoritmo no podria, seguramente, seguir
la evolucién. Se han elegido estos valores como ilustraciéon en este ejemplo.

Si se aplicase el mismo método para encontrar una cota al tamano del paso,
en el caso de que se resolviesen las ecuaciones basadas en cumulantes de tercer
y cuarto orden mediante el algoritmo OGLMS, se podria esperar un resultado
del tipo:

2

02 Youw g:o(npi)ﬁ Z?:o(npi)2

0 < un) <

Llamando K (n) a la cota superior para el tamaiio del paso que establecen
cada una de las aproximaciones anteriores, se puede asignar a dicho tamafio del
paso el siguiente valor:

(n) = cK (n)

donde ¢ es una constante menor que la unidad, cuyo valor concreto dependera
del problema en cuestién y de los objetivos perseguidos (mayor velocidad, menor
error cuadratico medio, etc.).
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9.1.5 Convergencia en media. Ambientes no estacionarios
IT

Del modelado que se ha hecho anteriormente, de la variacién de los parametros
del sistema como una funcién lineal en el tiempo, podria deducirse que tales
parametros se van separando cada vez mas de sus valores iniciales, aumentando
cada vez més su médulo. Sin embargo, seria mas plausible suponer que dichos
parametros evolucionan aleatoriamente a partir de sus valores iniciales, descri-
biendo un camino aleatorio en el espacio de parametros. Una forma de modelar
este comportamiento es suponer que siguen la evoluciéon marcada por un proceso
de Markov de orden 1:

wo(n) = awo(n — 1) +g(n)

donde g(n) es el vector aleatorio del ruido del proceso con media nula y matriz
de correlacién Q.

El andlisis de la convergencia se lleva a cabo de manera andloga a como se
realiz6 en los apartados anteriores. Se parte de la recursién para w(n):

wn) =wn—1)+ u(l — /\)m(n):ﬁt(n)[z(n —1)—®(n—Dw(n —1)]

como se estd interesado en el comportamiento cerca de y en convergencia, se
pueden hacer las aproximaciones correspondientes a considerar n grande:

1
1-A

B(n—1) :ﬁR(n _1)

r(n—1) = ——R(n - )wo(n — 1)

zn—-1)= T

(9.22)

Hay que tener en cuenta que en este ambiente hay dos fuentes de aleatoriedad en
las magnitudes. La primera es la usual debido a que la excitacién del sistema es
estocastica. La segunda es debida a que los pardmetros del sistema evolucionan
seglin un proceso de Markov de orden 1. Es por esto por lo que las cantidades
r(n — 1) y R(n — 1) que aparecen en (9.22) son estocasticas (puede que sea
més correcto poner E[wg(n — 1)] en (9.22)). Realizando estas sustituciones la
ecuacion anterior queda:

w(n) = [I-px(n)Z' (n) R(n—1)]Jw(n—1)+px(n)z' (n) R(n—1)we(n—1) (9.23)

tomando valor esperado y trabajando en la base en la que R'(n)R(n) es diago-
nal, la ecuacién en diferencias para una componente queda:

Elw;(n)] = [1 = pAi(n)]E[w;(n — 1)] + pAi(n)E[wo;(n — 1)]
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que tiene como solucién:

E[w;(n)] =E[woi(0)] H(l — #Ai(7)) + pXi(n)Elwoi (n — 1]+

(9.24)

n

+ g O] Y @/~ an() [[ (- walh)

k=j+1

Una condicién suficiente para que las condiciones iniciales E[wg(0)] se anulen
para n grandes es que se verifique:

1 —p\i(n)| <1V¥Yn,i

condicién ya conocida con anterioridad. En el segundo sumando, el factor

n

R | CEPN0)

k=j+1

atenta la influencia de muestras pasadas. Por tanto, reescribiendo (9.24) para
n grandes:

Efw; (n)] =Efwoi(n — ik (n)+

+ E[wo;(0)] i @@ (5) H (1= (k) (9.25)
=1 k=j+1

Es decir, el algoritmo en media converge al valor verdadero E[wg;(n — 1)]
afectado por el factor uA;(n) mds un término responsable del retraso que pre-
senta el algoritmo en el seguimiento de la evolucién real. El factor que regula el
retraso es

S =lanii) T (1 - wk)
Jj=1 k=j+1

En el caso en que se escoja p(n)A;(n) ~ 1V n se obtiene el mejor rastreo
posible, ya que entonces se verificaria:

E[w;(n)] ~ E[wg;(n — 1)]

es decir, se elimina el retraso eligiendo el tamano del paso lo mayor posible.
Cuanto més rapido rastree menor retraso presenta. Ademads, en el caso en que
el sistema sea estacionario® a = 1, y este factor no aparece en la ecuacién

anterior como debe ser.

6Nétese que el vector de los pesos del filtro sigue afectado por una componente aleatoria,
pero esta es de media nula y por tanto no influye en la convergencia en media.
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9.1.6 Convergencia en media cuadratica en ambientes no
estacionarios

Para llevar a cabo este anélisis se parte de la ecuacién (9.23),
w(n) = [I — pz(n)&' (n)R(n — )]w(n — 1) + px(n)z' (n) R(n — 1)we(n — 1)

con la que es sencillo, suponiendo que los pesos del filtro evolucionan segiin un
proceso de Markov de orden 1, llegar a:

w(n) — wo(n) =[I — pax(n)&' (n) R(n — 1)][w(n — 1) — wo(n — 1)]-
—g(n)+ (1 -a)wo(n - 1)
Suponiendo que el coeficiente a ~ 1, que el cambio es pequefio en los pesos

del filtro, el ultimo sumando se puede despreciar. Con esta simplificacion, si se
construye el producto Aw(n)Aw(n) se obtiene:

(9.26)

Aw(n)Aw'(n) =g(n)g’(n) + términos de media nula+
+[I — pz(n)& (n)R(n — 1)]Aw(n — 1)Aw'(n — 1)[I — pR' (n — 1)&(n)z! (n)]
(9.27)
tomando valor esperado,
RA(n) =Ra(n — 1) + *E[z(n)Z' (n)R(n — 1) Ra(n — 1)R' (n — 1)&(n)x! (n)]—
—pnRa(n —1)R'(n —1)R(n) — pR'(n)R(n — 1)Ra(n — 1) + Q
(9.28)

Por sencillez se tomara n & n — 1, se trabajara en la base en la que R'(n)R(n)
es diagonal y se despreciara el término en p?. Entonces, llamando D;(n) a los
elementos diagonales de Ra(n), queda:

Di(n) =[1=2pXi(n)]Di(n — 1) + Q;;

Como en el resto de ecuaciones en diferencias estudiadas hasta ahora, si se
desea que los efectos de las condiciones iniciales se anulen conforme evoluciona
el algoritmo, es necesario imponer

|1 —2uX;(n)| <1V n,i

Esta condicién se extrae ficilmente de la expresién general para D;(n):

= I - 20+ 143 ] 1 -20n0]| Qu

J=1 k=j+1

y en convergencia, una vez eliminados los efectos de las condiciones iniciales,

o= 105 T 2] e

j=1k=j+1
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donde, como se aprecia, aparecen dos sumandos. La influencia de uno de ellos
se puede minimizar con la adecuada eleccién del tamano del paso, pero ain en
el mejor caso quedard una contribucién igual a Q. El error cuadratico medio
total serd la suma de cada una de las componentes.

9.2 Algoritmo de gradiente estocastico basado
en la 3* opcion, OGLMS3

Utilizando como término de gradiente el propuesto como 3* opcién en el
capitulo anterior, la recursién para la actualizaciéon de los pesos queda de la
siguiente manera:

w(n) =wn—1)+ %@t(n)[ﬁi(n)d(n) —z(n)z'(n)w(n — 1)]
En los siguientes apartados se va a proceder a analizar el algoritmo resultante
tanto en media como en media cuadratica. El objetivo primordial serd compa-

rarlo con el basado en la 1* opcién para elegir el de mejor comportamiento.

9.2.1 Convergencia en media

Se supondrdn ambientes estacionarios y libres de ruido. Partiendo de la
ecuacion anterior, sumando y restando los términos adecuados, de forma com-
pletamente andloga al anélisis realizado para la 1* opcidn, se llega a:

Aw(n) = [I - %{)t(n):ﬁ(n)wt(n)] Aw(n — 1)+
i i (9.29)
+E<I>t(n)w(n)[d(n) — 2! (n)wo]

Como el interés se centra en estudiar la convergencia, es légico aproximar
la expresién (9.29) por su equivalente una vez supuestos n grandes. La unica
sustitucién que se puede hacer es:

®(n) =nR
Una vez realizada dicha sustitucién y recordando que
E[Z(n)eo(n)] = 0 con eg(n) = d(n) — =’ (n)wy

que es la relacion de ortogonalidad que se impone entre datos e incégnitas,
ecuacion a resolver durante todas estas paginas, se llega, tomando valor esperado
a:

E[Aw(n)] = [I — pR'R]E[Aw(n — 1)] (9.30)
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que es la misma ecuacion en diferencias que se obtuvo en el anédlisis de la con-
vergencia en media del algoritmo basado en la 1* opcién. Por tanto, en lo que
respecta al comportamiento en media no hay diferencia entre una y otra opcion.

9.2.2 Convergencia en media cuadratica. Ambientes esta-
cionarios

Se parte de la ecuacién deducida anteriormente (9.29) donde se supone ahora
n grande

Aw(n) = [T — pR'&(n)x! (n)]Aw(n — 1) + pR'&(n)[d(n) — x'(n)wo]
y a partir de ella se construye la siguiente matriz
Aw(n)Awt(n) =’ R'E(n)&' (n) R[d(n) — z'(n)wo]*+
[T — pR'Z(n)z! (n)]|Aw(n — 1)Aw'(n — 1)[I — px(n)&' (n) R]+ (9.31)
+ dos términos cuya media tiende a 0

los términos cuya media tiende a cero son aquellos que contienen E[w(n — 1)]
al tomar valor esperado y aplicar hipétesis de independencia, ya que por (9.30)
en condiciones de convergencia se anulan.

Tomando valor esperado:
Ra(n) =Ra(n —1) — pR'RRA(n — 1) — pRaA(n — 1)R' R+
+ 12 R'E[Z(n)z' (n)Ra(n — 1)x(n)z" (n)| R+ (9.32)
+ > R'E[Z(n)[d(n) — x! (n)we)*E (n)|R

en una primera aproximacién se eliminard el término en 2 (no independiente)
ya que se suele trabajar con valores del tamano del paso pequenos, que a la
vez facilita que se verifiquen las hipétesis de independencia (Apéndice C). La
eliminaciéon de ese término permite desacoplar las componentes diagonales de
RA(n) en la base en la que R!'R es diagonal y por tanto facilitan su resolucién:

Dj(n) = (1= 2uX))Di(n — 1) + p*F (9-33)
donde se ha definido la matriz F"
F=R'R;.R
R:. = E[#(n)[d(n) - o' (n)wo]*&' (n)]

A partir de la ecuacién (9.33) se puede obtener la velocidad de convergencia
y el valor en convergencia, tal y como se ha hecho en ocasiones anteriores. Con
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el fin de comparar la convergencia en media cuadratica de las opciones 1* y 3?
se va a analizar dicho aspecto de forma andloga a como se hizo para la primera.
Es decir, se construye,

Aw'(n)Aw(n) =p*& (n) RR'E(n)[d(n) — x! (n)wo]*+
Aw'(n — 1)[I — px(n)z' (n)R][I — pR'E(n)x' (n)]|Aw(n — 1)+ (9.34)
+ dos términos cuya media tiende a 0

tomando valor esperado:

D(n) =Tr{[I - 2uR'R + ;*E[z(n)z' (n) RR'&(n)z' ()] Ra(n — 1) }+

X o ) N (9.35)
+ W Te{RR'E[E(n)[d(n) — ' (n)wo]*Z (n)]}

que se podia haber obtenido directamente de (9.32) tomando trazas a ambos
miembros. Esta expresion es bien distinta a su andloga para la primera op-
cién (9.8). Para discutir algo sobre ella supéngase de nuevo que sélo hay una
incégnita:

D(n) =[1 = 2pX\ + (*ARz223]D(n — 1) + p* o2 (9.36)

donde se han usado las siguientes definiciones:

Si se compara (9.36) con (9.9) se puede apreciar que ambas ecuaciones en
diferencias van a presentar el mismo tiempo de convergencia, pero distinto valor
en convergencia. En particular, ésta converge a:

w 2
D = g2
(OO) 2 - uRixm”c e

y tomando el tamano del paso suficientemente pequeno:

1
D(o0) = 02,

Lo primero que llama la atencién al compararla con (9.10) es que no contiene
un término que dependa directamente de la estadistica del problema (aunque
para el caso de mas de una incégnita si que lo tiene). En segundo lugar llama
la atencién el origen del término de error:

12 opcidn: sélo hay ruido de estimacién de R y r contenido en o.

3% opcién: aparece ruido debido a la ecuacién de partida de resolucién del pro-
blema oz.. Es decir, si se impone la condicién

E[Z(n)eo(n)] =0
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se resuelve el problema, pero su matriz de autocorrelacién no es nula
E[#(n)&' (n)e3(n)] # 0

y dicha matriz de autocorrelacién aparece en el andlisis de la 3% opcion,
pero no en el de la primera, ya que en esta ultima se evita realizando un
promedio temporal.

Debido a que ya se contaba en la 3* opcién con esta fuente de error, no
se ha incluido el error de estimacién que sin duda aparece. Por tanto, esta
opcion presenta una fuente adicional de error que le llevard a un valor del error
cuadratico medio mayor. Esta propiedad hard que de ahora en adelante se deje
a un lado el algoritmo OGLMS3 para estudiar con més detalle el OGLMSI.
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Capitulo 10

El algoritmo promediado y
generalizado de minima

media cuadratica,
AOGLMS. Obtencion y
analisis

Introducciéon

En el capitulo 8 se derivé un conjunto de algoritmos, basados en la idea del
gradiente estocastico, a partir del principio de ortogonalidad sobredeterminado
y generalizado, formulado a raiz del anélisis del algoritmo ORIV. Dentro de este
conjunto destaca el GLMS, rederivado de forma diferente a como se hace en la
bibliografia [AAM96], y los algoritmos OGLMS1 y OGLMS3, que al contrario
de lo que le ocurria a aquél son capaces de trabajar en situaciones generales
donde la matriz asociada al problema sea sobredeterminada y no necesariamente
definida. La principal desventaja que presentaban es que requerian del orden
de lq operaciones por iteracién, donde ¢ es el nimero de incégnitas y [ es la
longitud del vector de variables intrumentales. Esta desventaja disminuye un
poco el gran potencial que presenta en cuanto a espectro de aplicabilidad en
problemas concretos.

El siguiente paso légico seria intentar disminuir esa carga computacional,
de manera que se asemeje mdas y mas al tradicional algoritmo LMS. Lo ideal

249
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seria conseguir un nimero de operaciones por iteracién del orden de [ + ¢, y
eso es lo que se hace en este capitulo, proponiendo una ligera modificacién
a OGLMSI1, que se ha comprobado analiticamente que tiene mejor compor-
tamiento que OGLMS3. Hay que destacar que este algoritmo modificado se
denominard Averaged Overdetermined Generalized Least Mean Square Algo-
rithm, AOGLMS; el adjetivo de Averaged para este algoritmo proviene de que
en su ecuacion de actualizacion de los pesos aparece un promedio temporal que
hace las veces de estimador de un valor esperado.

Como en todos los capitulos en los que se describe un algoritmo, en éste
también se analizardn sus propiedades de convergencia. Hay que destacar que
lo que mas interesa es comprobar que de verdad el algoritmo disenado posee las
propiedades que se le exigieron cuando se le disend. Para AOGLMS eso significa
comprobar que resuelve sistemas sobredeterminados cuya matriz de cumulantes
no es definida, aparte de los exigibles a cualquier algoritmo basado en estadistica
de alto orden, principalmente su inmunidad al ruido aditivo gaussiano. Este
analisis se va a llevar a cabo desde dos puntos de vista: el primero supone que el
estimador del valor esperado que aparece en la ecuacién de actualizacién tiene
todas las propiedades de un valor esperado real, lo cual simplifica enormemente
las cosas. El segundo punto de vista estudia con mads detalle la interaccién
(dependencia o independencia) del estimador del valor esperado con el resto de
variables aleatorias, como variable aleatoria a su vez que es. De todas formas
no se espera reproducir exactamente los resultados experimentales, ya que en
este capitulo no es la prioridad.

Este capitulo se puede considerar como aquel en el que se cumplen objetivos
de la Memoria, ya que es el final de un proceso légico-constructivo que se inicié
en el capitulo 4 con el andlisis del algoritmo ORIV.

Este capitulo esta dividido de la siguiente manera. En primer lugar se deriva
el algoritmo AOGLMS en el apartado 10.1 para posteriormente proceder a su
analisis: la convergencia en media con la aproximacién extrema en el apartado
10.2, la convergencia en media cuadratica mediante promediado directo en el
10.3, mediante la segunda aproximacion se analiza la convergencia en media y en
media cuadratica en los apartados 10.4 y 10.5 respectivamente. Los fundamentos
de la segunda aproximacién se discuten en el apartado 10.6 y finalmente se
completa el andlisis de la convergencia en media con todo lo presentado en el
apartado 10.7. Para concluir, la convergencia del algoritmo y su superioridad
sobre GLMS se confirman mediante simulaciones en el apartado 10.8.



10.1. EL ALGORITMO AOGLMS 251

10.1 El algoritmo AOGLMS

Como el problema a resolver es el mismo de los capitulos anteriores aqui no se
volverd a enunciar. Ademads se respetard la notacién utilizada hasta ahora. Por
tanto, si se recuerda la ecuacién de actualizacién para el algoritmo OGLMSI,
reproducida aqui por conveniencia

n

wn)=wn—1)+

1m(n)5zt(n)[z(n -1)—®n-1)wmn-1)] (10.1)

se puede observar que la mayor parte de la carga computacional estd concentrada
en el cédlculo de la matriz @ y en el producto de esta matriz con el vector de
incégnitas, ambas de orden lg. Si se quiere reducir el numero de operaciones
por iteracion no hay mas remedio que sustituir estas operaciones por otras
equivalentes. Una posible opcién es encontrar una ecuacién de actualizaciéon
simplificada para el error promediado é€(n) = z(n) — ®(n)w(n), procediendo de
la sigiente manera.

En primer lugar se emplean las ecuaciones de actualizacién de las magnitudes
involucradas para reescribirla como:
é(n) =Xz(n —1)+ &(n)d(n)—

o L (10.2)
—[A®(n—1)+ &(n)z'(n)][w(n — 1) + px(n)z" (n)é(n — 1)]

reagrupando términos y recordando la expresién para el error a priori se llega
a:
&(n) = [\ — ®(n)um(n)i (n))&(n — 1) + F(n)e(n)

Esta ecuacidn, que es la de actualizacién de €(n), quiere decir que €(n) es una
version filtrada, promediada, de Z(n)e(n). El filtro es un AR de orden 1 con
coeficiente matricial y aleatorio.

Si se quiere simplificar este proceso de actualizacion, esta matriz debe pasar
a ser un escalar y pardmetro libre del algoritmo:

e(n) = fe(n —1) + (1 - f)&(n)e(n)

lo cual quiere decir que el error promediado viene definido por

_ 11‘_1; ! ; £ (i)eli) (10.3)

é(n)
o equivalentemente .
é(n) = E[z(n)e(n)]

Por tanto se propone como ecuaciéon fundamental del nuevo algoritmo

w(n) = w(n — 1) + px(n)z' (n)é(n) (10.4)
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y al nuevo algoritmo se le llamard algoritmo promediado y sobredeterminado de
minima media cuadratica, AOGLMS (averaged and overdetermined generalized
least mean square algorithm). Nétese que ya no es necesario dividir u por n ya
que &(n) se ha definido convenientemente normalizado. Ademés, alli donde sea
conveniente por motivos de interpretacién, en vez de escribir €(n) se escribird
su equivalente E[E(n)e(n)).

El algoritmo AOGLMS se presenta en la tabla 10.1

Inicializacion
w(0) =0
e0)=0

Con la llegada de un nuevo dato:
construir &(n), x(n) y d(n)
e(n) = d(n) — w'(n — 1) (n)
é(n) = fe(n —1) + (1 - f)&(n)e(n)
w(n) = w(n—1) + pa(n)z (n)é(n)

Tabla 10.1 Proceso iterativo del algoritmo AOGLMS

Diferencia entre el algoritmo AOGLMS y OGLMS1

Sus diferencias se centran en sus respectivas ecuaciones de actualizacién. Lo
que diferencia las ecuaciones (10.1) y (10.4) es el término entre corchetes de la
primera y el estimador de la segunda. Para compararlas desarrollemos por un
lado el estimador segiin su definicion:

E[Z(n)e* (n)] = 11__;; Zf” % =
(10.5)

ll:ffn Z &) d* (i) — ()2t (D) w (i — 1))

y por el otro las cantidades z(n) y ®(n) segin las definiciones respectivas,
n—1
zn—1)—®(n—Dwh —1) = Z[a’c(z)d*(z) —z()z'()wmn —1)] (10.6)

i=1

Se pueden descatar los siguientes puntos:
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1. El limite superior de la suma se podria modificar sin problema para que
no hubiera diferencia.

2. Para problemas donde las estadisticas conjuntas de #(n) y d(n) por un
lado y Z(n) y x(n) por otro sean estacionarias, las definiciones de z(n) y
®(n) no requieren, ni es conveniente, el uso de un factor de olvido. En
situaciones donde estas estadisticas no sean estacionarias, si es necesario
un factor de olvido, lo que lleva asociado un factor de normalizacién (1 —
A)/(1 — A™). Por tanto, en ambientes estacionarios existe una diferencia
adicional entre (10.5) y (10.6) debido al factor de olvido y su normalizacién
asociada. Esto no es asi en ambientes no estacionarios.

3. El promedio temporal (10.5) incluye valores del vector de incégnitas para
tiempos anteriores a n — 1, lo cual hace que la suma promedio arrastre
informacién de iteraciones pasadas, de valores cada vez mas alejados del
valor de convergencia. Aunque el factor de olvido estd ahi precisamente
para intentar eliminar esta contribucién no deseable, es de esperar que
(10.1) tenga un mejor comportamiento que (10.4). Este es el precio a pagar
por un algoritmo con un menor nimero de operaciones por iteracién.

Siempre que se reduce la carga computacional partiendo de un algoritmo dado
para dar lugar a algoritmos maés sencillos, empeora alguna de las propiedades
de dichos algoritmos. Si la dispersién de autovalores no afectaba la velocidad
de convergencia de ORIV, al eliminar el computo de I‘_l(n), que era quien
contrarrestaba el efecto de los autovalores, se obtiene un conjunto de algoritmos,
OGLMS y variantes, sensibles a dicha dispersiéon. Y si en un paso mas de
simplificacién se sustituye el calculo de las matrices del algoritmo por promedios
vectoriales, no hay mas remedio, en aras de la simplicidad, que arrastrar valores
del vector incognita desde indices temporales muy anteriores ralentizando asi la
convergencia.

En un principio podria parecer muy sutil la diferencia entre AOGLMS y
OGLMST1 pero ya se ha discutido cualitativamente para ilustrar su verdadera
dimension. Donde se apreciard cuantitativamente sera en el analisis de la con-
vergencia, no sélo en el resultado, sino en todo el desarrollo hasta llegar a él.
Ahf se verd que los célculos se complican enormemente, debido a la interaccién
del estimador del valor esperado, €(n), con el resto de variables aleatorias para
todos los indices temporales.

Una vez constituido el algoritmo AOGLMS como un algoritmo distinto, por
derecho propio y como fin de un proceso de busqueda, se procederd a realizar el
analisis de su convergencia. En primer lugar se llevard a cabo un anélisis méas
sencillo debido a que las hipdtesis a utilizar son mas fuertes. Un andlisis més
detallado se llevard a cabo en subsiguientes apartados.
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10.2 Convergencia en media. Aproximacién ex-
trema

Se supondran dos hipétesis de partida:

1. La primera es aceptar que el estimador del valor esperado se comporta
como un verdadero valor esperado.

2. La segunda es una hipdtesis de independencia, aceptar que el vector de
incognitas (vector de los pesos) a tiempo n sélo depende de las variables
involucradas hasta tiempo n.

Con esto se puede escribir:

E[#(n)z' (n)w(n — 1)] = E[#(n)a (n)]E[w(n - 1)]

Recordando la expresién (10.4) y haciendo uso de la definicién de error a
priori queda

w(n) =w(n —1) + px(n)& (n)E[E(n)e(n)] =
= w(n —1) — pz(n)& (n)E[E(n)a! (n)|E[w(n — 1)] + pa(n)&' (n)E[E(n)d(n)]
(10.7)

A continuacién se construye el vector de error en los pesos como ya es habitual.
Se resta a ambos miembros el vector wg y al miembro derecho se le suma y se

le resta pa(n)&' (n)E[Z(n)z! (n)]E[wo] por lo que se llega a
Aw(n) =Aw(n — 1) — pz(n)z' (n)E[Z(n)z! (n)|E[Aw(n — 1)]+
+ p(n) () Bl (n)eo (n)]

Siguiendo con la misma técnica desarrollada en el capitulo 4 para el andlisis de
ORIV, aqui se aproximarén los estimadores por una componente determinista,
igual a su valor medio, mas una componente estocastica, término de ruido de
esta estimacién concreta, que se supondrd de media cero e independiente del
resto de variables aleatorias:

E[Z(n)z(n)'] = R+ R°(n)
E[Z(n)eo(n)] = 0+ r¢(n)
E[Aw(n —1)] = E[Aw(n — 1)] + w®(n)
Con lo que la expresién anterior queda
Aw(n) =Aw(n —1) — pz(n)@' (n)(R + R°(n))(E[Aw(n — 1)] + w®(n))+
+ pz(n)E () (n)

(10.8)

(10.9)
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Si finalmente se toma valor esperado
E[Aw(n)] = [I — pR'R]E[Aw(n — 1)]

Para estudiar cémo evoluciona esta ecuacién en diferencias se trabajara en la
base en la que R'R sea diagonal. En ella, como se comprueba ficilmente, las
distintas componentes del vector de error en los pesos se desacoplan y se verifica
para la componente i-ésima;:

E[Aw;(n)] = (1 - pA)E[Aw;(n - 1)]

donde ); es el autovalor i-ésimo de R'R. Esta es una ecuacién en diferencias
homogénea, por lo que su solucién tendera a cero siempre y cuando se verifique
que:

|1 —pX| <1
o lo que equivale a decir que:
2
O<pu<—
g N

Si se quiere, como es el caso, que todas las componentes tiendan a cero, es decir,
no tener sesgo en los estimadores de los pesos, es necesario imponer la condiciéon
anterior para todo autovalor de R'R.

Por tanto, respecto a la convergencia en media, se podrian hacer los siguien-
tes comentarios:

- La evolucién de la media de los errores de los pesos no se ve afectada por
la adicién de ruido aditivo gaussiano, al depender exclusivamente de los
autovalores de R'R, siempre y cuando esta matriz R sea una matriz de
cumulantes de orden mayor que 2.

- No importa que la matriz R no sea definidal, ya que lo que importa son
los autovalores de la matriz R'R que ya sf es definida.

- La convergencia se ve afectada por la dispersién de autovalores. En con-
creto, cuanto mayor sea el nimero de condicinamiento Amax/Amin MAas
lenta serd su convergencia. En el capitulo 8 se comprobé que GLMS se
ve afectado también por la dispersiéon de autovalores pero de la versién
cuadrada de R, lo cual implica que es un poco menos sensible a este
factor. En cierto sentido es como si trabajara con la raiz cuadrada del
nimero de condicionamiento para AOGLMS, porque AOGLMS trabaja
con el producto de matrices R.

!Téngase en cuenta que ahora esta matriz no es cuadrada. En los capitulos dedicados a
GLMS y variantes se trabaja con matrices cuadradas.
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10.3 Convergencia en media cuadratica. Pro-
mediado directo

En este apartado se calculard la desviacién en media cuadrética (Mean Squa-
re Deviation, MSD), o lo que es lo mismo, la convergencia en media cuadratica de
los errores de los pesos. Como una primera aproximacién se aplicara la técnica
del promediado directo a la ecuacién de partida, ecuacién (10.9), quedando:

Aw(n) =Aw(n — 1) — uR' RE[Aw(n — 1)]—
— pa(n)& (n)(R + R (n))w®(n) + pa(n)&' (n)rs(n)

z

(10.10)

y a partir de ella se puede construir el producto externo,

Aw(n)Aw'(n) = Aw(n — 1)Aw'(n — 1) — pAw(n — 1)E[Aw’(n — 1)]R'R—
— pR'RE[Aw(n — 1)]Aw'(n — 1)+
+ 1’ R'RE[Aw(n — 1)]E[Aw’(n — 1)]R'R+
+ p?z(n)Z (n) (R + R* (n)w* (n)w® (n)(R" + R (n))Z(n)z' (n)+
+pPx(n) (n)rs(n)re (n)&(n)z' (n)+

+ términos de media nula
(10.11)

En todos los analisis realizados del MSD se ha tomado n suficientemente grande,
ya que lo que interesan son las propiedades cerca de la convergencia del algo-
ritmo. En esta circunstancia siempre se ha despreciado E[Aw(n — 1)] ya que el
algoritmo converge en media. Si se supusiese ahora, al tomando valor esperado
quedaria;:

RA(n) = Ra(n — 1) + p?(términos de ruido) (10.12)

Para que la solucién de esta ecuacién en diferencias no diverja para n — oo,
no tiene que hacerlo en particular la solucién de la homogénea. Por tanto,
las raices del polinomio caracteristico tienen que ser menores o iguales que la
unidad. En este caso el polinomio caracteristico es z — 1 = 0 y tiene como
tnica solucién # = 1 y por tanto en principio no diverje. El problema esta
en que el término debido a ruido es escrictamente positivo y por tanto hace
que la recursién anterior diverja claramente. Para verlo de otra manera, si se
supone que el algoritmo ha converjido y se hace Ra(n) = Ra(n—1) = Ra(00)
en (10.12), se llega a la conclusién de que ‘términos de ruido’= 0, es decir, no
puede haber ningin término independiente.

Si se quiere imponer convergencia, manteniendo el término independiente, es
necesario que la raiz del polinomio caracteristico sea escrictamente menor que la,
unidad. Esto no se consigue ni introduciendo los términos de E[Aw(n — 1)], ya
que lo que realmente habria que introducir son términos en E[Aw(n—1)Aw®(n—

1),
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Por tanto, en esta aproximacion el algoritmo diverge en MSD. Esto no es
problema de haber aplicado promediado directo, es consecuencia directa de do-
tar al estimador del valor esperado de las mismas propiedades que un auténtico
valor esperado y por tanto aparece el término E[Aw(n — 1)] fuente de todos los
problemas.

10.4 Convergencia en media. Segunda aproxi-
macion

En este apartado se estudiard la convergencia en media del algoritmo consi-

derando los estimadores como lo que son, una suma de variables aleatorias. Por

comodidad se retomaran aqui las expresiones que van a ser tutiles. En primer

lugar, recuérdese que la ecuacién en diferencias que servia como actualizacién
de los pesos es (10.4):

w(n) = w(n — 1) + px(n)z' (n)E[E(n)e(n)] (10.13)
y a partir de (10.5) se puede continuar deduciendo que:
L L= f = omim g
ElZ(n)e(n)] =1— fn Zf T(i)e(i) =

! ffan” $[8(9)d(i) — (i) (w(i — 1)] =

= B[Z(n)d(n)] - E[Z(n)2" (n)w(n — 1)]

que sustituida en (10.13), restando wo a ambos miembros y sumando y restando
E[Z(n)xt(n)w] conduce a la ecuacién de partida para el andlisis subsiguiente
(compérese con (10.8)):

(10.14)

Aw(n) =Aw(n —1) —
+ p(n)E (n )E[

)& ()E[E(n)2" (n)Aw(n — 1)]+

pu(n
10.15
(n)eo(n)] Ho-19)

Para empezar con el andlisis de la convergencia en media se toma valor
esperado sobre la expresién anterior. Se supondrd por ahora que el estimador
del valor esperado, aunque es una variable aleatoria, es independiente del resto
de variables aleatorias. Mas adelante se discutira lo acertado de esta hipdtesis.
Con ella se puede escribir:

E[Aw(n)] =E[Aw(n — 1)] - uElz(n)3 (W]E[E[E(n)2! (n) Aw(n — D]+
)

+ pB[z(n)& (n)]E[E[E(n)eo(n)]]
(10.16)
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Para continuar es necesario calcular los siguientes valores esperados:

E[E[Z(n)z! (n)Aw(n — 1)] () Aw(i —1)] =

1= RZf”*"E[Aw(i —1)] o
1 fn"
y
E[E[Z(n)eo(n)]] 11__ ffn Z B[ (i)eo(i)] = 0

Para obtener la primera de ellas se ha dado por vélida la hipétesis de indepen-
dencia que dice que w(n) sélo depende del resto de variables aleatorias hasta
tiempo n, es decir, de &(1), ...,&(n), =(1), ..., z(n), d(1), ..., d(n). Para la
segunda se ha utilizado el principio de ortogonalidad, fundamento del problema
de estimacién de una variable aleatoria mediante la combinacién lineal de otras.

Con esto, (10.16) se convierte en:

f

E[Aw(n)] = E[Aw(n — 1)] — uR'R Zf” "ElAw(i — 1)]

es decir, en una ecuacién en diferencias homogénea de orden n, donde n va
aumentando en principio indefinidamente. Posteriormente se vera que el factor
de olvido hace que el orden de esta ecuacién en diferencias sea finito y pueda
ser resuelto por los métodos tradicionales.

Al ser una ecuacién en diferencias homogénea se tiene asegurado que su
solucién, en caso de que no diverja, tiende a cero. La homogeneidad se la ha
conferido el hecho de haber supuesto que el estimador del valor esperado es
independiente del resto de variables aleatorias y por tanto se pudo aplicar el
principio de ortogonalidad.

La ecuacién en diferencias anterior se desacopla para cada componente del
vector de error en los pesos trabajando en la base en la que la matriz R'R es
diagonal. Para cada componente vuelve a quedar otra ecuacién en diferencias
que se resuelve suponiendo una solucién del tipo E[Aw;(n)] = zI'. Lo que
conduce al polinomio caracteristico siguiente cuyas raices es necesario calcular:

2 =gt - 1—f anlkk
_ l—fa: - fr
:;L'nl— >\
' T—frmi—f

Como el factor de olvido, para realizar esta funcién, va a ser menor que la
unidad, para n suficientemente grandes se pueden despreciar los términos en f™

(10.18)
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frente a 1:
n

n n—1 T;
= (1 —
R N P’

Reagrupando términos se puede escribir:

:U;%l (a:l <1+u)\i1_f>—1>=0
;i — f

que tiene como soluciones la trivial por un lado z; = 0 y los ceros de la siguiente
expresion:

1-— 1
edod 1
zi—f

Esta expresién presenta las siguientes caracteristicas:

a) No depende del instante temporal n gracias al factor de olvido f, con lo
que las raices de esta expresién serdn validas para construir a partir de
ellas la solucién de la ecuacién en diferencias para todo tiempo.

b) En ella aparecen todos los factores de los que depende el sistema, el tamafio
del paso, el factor de olvido y los autovalores de la matriz de autocorrela-
cién.

c) Es una ecuacién de segundo orden:

22+ [phi(L—f)— 1+ flzi+ f=0 (10.19)

Esta dltima ecuacién tiene como solucidn:

gy = LS (= N £ V(= ) = L+ HPP -~ 4f
2

Como se puede apreciar, las raices del polinomio caracteristico son funcién del
producto tamano del paso-autovalor y del factor de olvido x = z(uX;, f). Re-
presentando graficamente esta funcién se pueden apreciar las zonas donde la
solucién de la ecuacién en diferencias converge a cero (zonas donde el médulo
de las raices es menor que la unidad). Cuanto mds cercana a la unidad sea la
raiz, mas lento convergerd y cuanto més cercana a 0 esté la raiz més rapido
convergerd. Como son posibles dos valores para la raiz (10.20), en la figura 10.1
se ha representado la raiz con mayor médulo para cada par de valores (uA;, f).

(10.20)

Como se puede apreciar en la figura, existe una regién bastante amplia donde
la raiz casi no depende del valor del factor p);, siendo unicamente funcién del
factor de olvido. Esta region se expande en la zona de f cercanos a la unidad.
Para el caso particular f — 1, la raiz tiende a su vez a 1 lo cual quiere decir que
los algoritmos con memoria infinita? no convergen en media, ya que no pueden
olvidar los valores iniciales.

2Recuérdese que la memoria o longitud efectiva del algoritmo se habfa definido en el capitulo
5 en la pagina 130 como L = 1/(1 — f).
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Anélogamente, si el tamafio del paso se hace muy pequeio se le estd quitando
al algoritmo capacidad de evolucionar, por lo que de nuevo se espera que la raiz
tienda a uno, como asi ocurre.
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Figura 10.1 Raiz de mayor modulo

En el extremo opuesto, si se considera el limite de factor de olvido muy
pequeno, cero por ejemplo, se llega a la expresion del algoritmo CGLMS que
se estudiard en capitulos posteriores como modificacién del GLMS, ademas se
deducird a partir de otras motivaciones. Como se verd en dicho capitulo, la
ecuacion de actualizacién de los pesos viene dada por:

w(n) = w(n —1) + px(n)z' (n)E(n)e(n)

Las caracteristicas concretas de este nuevo algoritmo no interesan por ahora,
salvo la convergencia en media. Se demostrard expresamente que la raiz (inica),
sin tener en cuenta la trivial, es:

T, = 1-— ,U«/\z (1021)

esta expresién también se puede obtener como limite para factor de olvido nulo
de (10.20). A partir de ella se puede llegar a una conclusién llamativa. Si se elige
puX; = 1 resulta® que x; = 0, es decir, el algoritmo converge en un sélo paso!l.
Esta consecuencia tedrica no se puede llevar a la préctica ya que el tamano del
paso toma un valor fijo y por tanto no se puede imponer la condicién anterior
para todos los autovalores. Atn en el caso de que se tuviera un sélo autovalor,
y el andlisis hasta aqui realizado garantizara la convergencia en media, nada se
sabe de la convergencia en media cuadritica. Ademds en el limite f — 0 se

3Véase en la figura 10.1 el punto (u\; = 1, f = 0).
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pierden muchas de las propiedades de estos algoritmos que son deseables, entre
ellas la independencia al ruido, tal y como se verd mas adelante.

En definitiva, AOGLMS converge en media bajo ciertas condiciones dando
estimadores no sesgados. El cardcter no sesgado de los estimadores se lo ha
concedido el hecho de considerar el estimador del valor esperado como indepen-
diente del resto de variables aleatorias. Suponer f = 0 elimina dicho estimador
(algoritmo CGLMS), dando lugar a estimadores sesgados bajo ciertas condicio-
nes.

10.5 Convergencia en media cuadratica. Segun-
da aproximaciéon

Para calcular la desviacién en media cuadrética hay que partir de la ecuacion
de actualizacion del error de los pesos, que por comodidad se reproduce aqui:

Aw(n) =Aw(n — 1) — px(n)@t (n)E[Z(n)z! (n) Aw(n — 1))+

L (10.22)
+ pa(n)& () E[E (n)eo (n)]

Ya se ha podido comprobar en los apartados anteriores, que gran parte de la
complejidad de los andlisis que se van a llevar a cabo, estd en ver qué tratamien-
to se le puede dar al estimador del valor esperado. Es conveniente que sea lo
mas sencillo posible para facilitar la matemaética posterior, pero con la suficiente
riqueza en contenido de informaciéon como para que dé resultados aceptables.
En el apartado 10.3 se puso de manifiesto que no es posible aproximar el es-
timador por el valor verdadero (un auténtico valor esperado), ya que entonces
aparecia el factor E[Aw(n — 1)] que daba como resultado unas ecuaciones para
el MSD divergentes. Por tanto, la posible (y real ) dependencia del estimador
de E[Z(n)z!(n)Aw(n — 1)] con el resto de variables aleatorias es critica en este
andlisis.

Lo que se propone a continuacién es una primera aproximacién para resolver
este problema. Se va a tratar al estimador como lo que es: una suma de variables
aleatorias y se va a hacer uso de las hipétesis de independencia. Por tanto, si
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se estudian los términos conflictivos se puede escribir:

BfE(n)a () Auw(n —1)] = 727 Zf” (i) () Mwo(i — 1) =
= 11__ ffn (aﬁ(n)wt(n)Aw(n — 1)+ i & (n)at (n) Aw (i — 1)) -
= ll:ffnf:(n)mt(n)Aw(n —1)+ %fﬁ][i(n _ 1):1:t(n ~ DAw(n — 2)]

(10.23)

donde se ha extraido la parte del estimador que mas interesa, ya que es la que
mas dependencia presenta con el resto de miembros de la ecuacién en diferen-
cias. Una vez hecho esto se pueden volver a aplicar las hipdtesis simplificatorias
anteriores; en particular se va a tratar el estimador como un auténtico valor es-
perado y como se va a suponer 7 suficientemente grande, dado que el algoritmo
converge en media, se tomarda E[Aw(n — 1)] = 0. Es decir,

Bl#(n)a! (n)Aw(n — D] ~ (1= fEn)z" (n)Aw(n - 1)+

+ fRni: fPUEAw( - 1)) = (10.24)

(1 - PEm)zt (1) Aw(n — 1)

Aunque parezca una aproximacién muy radical, la decisién final sobre si es acer-
tada o no la dardn los resultados que con ella se deriven. La interpretacién de
esta aproximacién es bastante clara: idealmente el estimador del valor esperado
es igual al valor esperado de la variable aleatoria que se considere; dicho va-
lor esperado, en este caso, en virtud de la hipdtesis de independencia y de la
convergencia en media del algoritmo es 0,

E[Z(n)z! (n)Aw(n — 1)] = E[Z(n)z! (n)Aw(n — 1)] = RE[Aw(n — 1)] njOOO
pero el estimador, como tal, presenta una componente aleatoria que es la que
representa el término dado en (10.24). Se podria discurrir de la misma manera
para llegar al resultado anédlogo,

Ble(n)eo(n)] ~ (1= f)E(m)eo(n) (10.25)

con el mismo significado de la aproximacién anterior: su valor medio (cero en
este caso también) mds su correspondiente componente aleatoria por ser un
estimador.

Por tanto, con lo discutido hasta ahora, se puede poner que la ecuacién en
diferencias que controla la evolucién del vector de la desviacion de los pesos es,

Aw(n) =[I — p(1 = flaz(n)z' (n)&(n)z! (n)|Aw(n — 1)+

o (10.26)
+u(l = flz(n) (n)&(n)eo(n)
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Se obtiene una ecuacién andloga a la del CGLMS pero con el tamano del paso
multiplicado por el factor (1 — f). A continuacién se estudia cémo afecta esto
al comportamiento de AOGLMS. Con las hipétesis usuales de independencia se
puede escribir inmediatamente,

Ra(n) =Ra(n —1) —p(1 = f)TRA(n — 1) — p(1 = f)Ra(n — 1)T'+

+4°(1 = f)°Efp, (n)Ra(n — )3, (n)] + p*(1 = )*Ele; (n)ip, ()]
(10.27)

con 1, (n) = w(n)& (MFn)a! (n); y(n) = o(n)F (Fn)F ()F(n)at(n) ¥
' = E[t,(n)]. A la vista de esta nueva expresién se puede hacer una simpli-
ficacién mas, dado que el tamafio del paso suele ser pequefio y que el factor
de olvido es cercano a la unidad, se puede tomar el producto u(1 — f) como
parametro perturbativo para despreciar el cuarto sumando del segundo miem-
bro. El tltimo sumando no se desprecia porque cumple la funcién de término
independiente, cuyo concurso es muy importante en la ecuacién en diferencias
ya que hace que la solucién nula no sea una posible solucién de ella.

Si adem4s se trabaja en la base en la que T es diagonal*, las distintas com-
ponentes diagonales D!(n) de R/\(n) se desacoplan, quedando para cada una
de ellas,

Din) = [1 = 2u(1 — HARIDL(n — 1) + p2(1 — )0,
donde Ar; es el autovalor i-ésimo de la matriz I' y ¥.,. es el elemento (i,i)de
la matriz ¥/ = E[e2(n)1,(n)]. Llegando a una ecuacién en diferencias para
escalares facilmente resoluble, a partir de la cual se pueden estudiar aspectos
tales como condiciones de convergencia, su tiempo de convergencia o el valor en
convergencia.

A) La solucién general de la homogénea no divergera siempre y cuando se
cumpla que |1 —2u(1 — f)Ar;| < 1. Lo que equivale a decir que

0<pu(l—f) <A

B) El tiempo de convergencia, dentro de la aproximacién utilizada de tamafio
del paso pequeno, vale
1

=
C2p(1 = f)Ar
C) La componente diagonal i-ésima, es decir la (i,i), converge al valor,

- ),
DI — I’L( (X312
f(o) = M3

4Ta prima / indica cantidades en una base distinta.
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La intencién de este apartado es calcular la desviacion en media cuadrética,
MSD, D(n) = Tr{Ra(n)} y en particular su valor en convergencia y el tiempo
que tarda. El valor en convergencia se puede calcular directamente a partir del
apartado C) anterior:

q

D(OO) = TY{RA(OO)} = T‘I‘{RIA(OO)} = ZD;(OO Z }\eu —

i=1
q

1-— _
ZF/ 1\1,/ _ //’( 5 f)Tr{FI 1\1,;}:
i=1

_ u(l—f)

5 T{T '®,}

(10.28)

Y el tiempo de convergencia total se puede calcular como el tiempo de conver-
gencia promedio de todas sus componentes:

) T BN S UV O
2u(l-f)a & Ari 2u(1—f)qTr{F } (10.29)
D S AP
“wi-pe )

Como se puede apreciar a la vista de estos tres apartados y los resultados finales,
el comportamiento en media cuadritica de AOGLMS depende, en referencia
a los pardmetros controlables externamente, del producto u(1 — f). A este
parametro se le puede dar el mismo papel que se le daba a u solo, en algoritmos
tipo LMS: al aumentar disminuye el tiempo de convergencia, pero en contra se
obtiene un valor en convergencia mayor. Hay intereses contrapuestos entre un
tiempo de convergencia pequeno y valor en convergencia pequeiio, o se consigue
una cosa u otra, pero no ambas: o algoritmos que evolucionen rapidamente o
por el contrario algoritmos que aun yendo més despacio, den menos error de
estimacién.

10.6 Fundamentos de la segunda aproximacion

Recordemos que la segunda aproximacién se utilizé en el apartado anterior y
se construyé extrayendo del término conflictivo, el estimador de E[Z(n)x!(n)e(n)],
la parte que estadisticamente contenia términos mas dependientes con el resto
de variables que aparecen en la ecuacién de actualizacion de los pesos, es decir,
la informacién a tiempo n. Por tanto, los estimadores quedaron de la siguiente
manera:

BlE(m)a! (n)Aw(n -] ~ (1= HEn)z! (n)Aw(n - 1)
R (10.30)
E[Z(n)eo(n)] ~ (1— f)E(n)eo(n)

n—oo
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En este apartado se pretende estudiar las consecuencias de usar estas apro-
ximaciones. Es decir, se compararan las ecuaciones obtenidas sin ninguna sim-
plificacién con las del apartado anterior, basadas en las aproximaciones (10.30),
para poder discutir bajo qué condiciones ambas ecuaciones serian idénticas: si
se ha asumido implicitamente alguna otra hipétesis.

10.6.1 En el célculo de E[Aw(n)]:

Si se tiene en cuenta la ecuacién de actualizacion del vector de error en los
pesos (10.15), junto con la definicién para el estimador del valor esperado dada
en (10.3), se llega a

Aw(n) =[I — u11__ffnm(n):ﬁt(n)i(n)mt(n)]Aw(n -1)—
- ull__ffn i P iz (n)& (n) @)z (i) Aw(i — 1)+
o (10.31)
+ s fn:c(n):it(n):i(n)eo(n)—l—
+p 11__ ffn z_j Pl (n)& (n)&(i)eo (i)

Normalmente siempre se han aceptado como validas las hipdtesis de indepen-
dencia, aunque sélo sea por cuestiones practicas, aqui no se hara una excepcion.
Las utilizadas aqui son:

1. La serie de vectores {«(m)} y {Z(m)} son independientes e idénticamente
distribuidos.

2. La variable aleatoria Aw(n) sélo depende de los elementos de las series
{x(m)} y {(m)} hasta tiempo n.

Con las que se llega, tomando valor esperado a

E[Aw(n)] = {I - ull__fn F} E[Aw(n — 1)]—
- 'ull__ffn R'R ; fPEAw( - 1))+ (10.32)

! Bl (n) ()& (n)eo(n)]

ST
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Por otro lado, si se hubiesen utilizado las aproximaciones de (10.30) se habria
llegado a:

E[Aw(n)] = [I - p(1 - TIE[Aw(n — 1)] - (1 — HE[(m)F (n)&(n)eo ()
(10.33)
En consecuencia, las aproximaciones (10.30) eliminan la sumatoria de (10.32) y
mantienen el término independiente de la ecuacion en diferencias, lo que lleva a
resaltar las dos cuestiones siguientes:

i) Asumir (10.30) implica eliminar una parte importante de la dindmica de
la ecuacion en diferencias para la convergencia en media al suprimir los
términos del vector de error en los pesos para tiempos anteriores a n — 1.
La existencia de estos términos hace que se modifiquen aspectos de la
convergencia en media como las condiciones bajo las cuales se produce la
misma, como puede apreciarse en el estudio llevado a cabo en el apar-
tado 10.4 y resumido en la figura 10.1. Bésicamente esta aproximacién
supone suprimir la memoria del estimador del valor esperado, algo que
puede parecer paraddjico porque lo que se pretende con este algoritmo es
precisamente introducir tal memoria. De todas formas no hay que perder
de vista que esta aproximacién se dedujo para utilizarla en el andlisis de
la convergencia en media cuadratica, para el cual lo que importa princi-
palmente son las posibles fuentes de ruido, las oscilaciones de las variables
aleatorias respecto de su media. Esto si se tiene en cuenta, para n sufi-
cientemente grandes en (10.30) y en consecuencia dio resultados aceptables
para la convergencia en media cuadratica (confirma la convergencia). En
definitiva, (10.30) no es aceptable para estudiar la dindmica de la conver-
gencia en media, pero se presenta lo suficientemente valido para la media
cuadratica (al menos es la primera aproximacién que da convergencia en
media cuadratica).

ii) Tanto en la aproximacién més realista (10.32) como en (10.33) aparece un
término independiente que conduce irremediablemente a un sesgo en los
estimadores de los pesos. De todas maneras, en condiciones de conver-
gencia usuales, con el factor de olvido cercano a la unidad, el sesgo serd
bastante pequeno.

La necesidad de que el factor de olvido sea cercano a la unidad para reducir
el sesgo es un punto a favor para conservar el término de la sumatoria en (10.32),
responsable de la evolucién del algoritmo. Sien (10.33) se hiciese f ~ 1, el algo-
ritmo convergeria muy lento en media, la existencia de mas términos anteriores
al tiempo de estudio en la ecuacién en convergencia, favorecen una dindmica
maés activa.

Seria deseable que al ser un algoritmo basado en estadistica de alto or-
den fuese inmune al ruido aditivo gaussiano, para ello es necesario que todas
las magnitudes que aparecen en (10.32) lo fuesen. La matriz R estd formada
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por cumulantes de orden mayor que 2, sin embargo la matriz I' y el vector
E[z(n)Z" (n)&(n)eg(n)] no, por lo que estos tiltimos se veran afectados por el
ruido. Que T dependa del ruido afecta al tiempo de convergencia que se puede
corregir mediante una eleccién adecuada del tamano del paso, pero el vector
mencionado afecta directamente al sesgo del estimador del vector de los pesos,
cosa nada deseable; la ventaja de este algoritmo es que el factor de olvido atentia
este efecto.

De esta discusion anterior se puede deducir que el estimador del valor espe-
rado cumple su funcién:

1. Permite la resoluciéon de problemas sobredeterminados.
2. Tiene una carga computacional por iteraciéon baja.

3. No es estrictamente inmune al ruido aditivo, pero es capaz de reducir su
efecto al maximo.

4. Lainmunidad asintética al ruido no le hace ir infinitamente lento en cuanto
a convergencia, es decir, tiene un tiempo de convergencia finito.

Recuérdese no obstante que se ha demostrado que en el limite f ~ 1 el
tiempo de convergencia tiende a infinito (la raiz del polinomio caracteristico
tiende a 1, ver figura 10.1). Es decir, la inmunidad total al ruido se consigue a
cambio de una convergencia infinitamente lenta, en completo paralelismo con la
familia de algoritmos de maxima pendiente aunque el mecanismo que consigue
este efecto sea distinto: conceptualmente no es lo mismo el tamano del paso que
el factor de olvido.

Las condiciones normales de trabajo se sitiian en un término medio: entre
un factor de olvido nulo (CGLMS) y un factor de olvido que tiende a la unidad (
situacién impréctica). Se tendrd un tiempo de convergencia aceptable a cambio
de un pequeno sesgo.

En definitiva, si se aceptase (10.33) en vez de (10.32) no se estarfan inclu-
yendo hipétesis nuevas sino que se estarian simplificando las expresiones por
motivos de sencillez matemadtica, pero esas simplificaciones llevarian a ecuacio-
nes donde se pierde una gran cantidad de informacién que es facilmente extraible
como se vio en el apartado 10.4.

10.6.2 En el calculo de E[Aw(n)Aw'(n)].

Se parte de la ecuacién en diferencias para la actualizacién del vector de
error en los pesos, planteada segin se recoge en (10.31) y reproducida aqui por
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conveniencia

Aw(n) =[1]+[2]+[3]+[4]
=1 = i e () e’ ()] Aw(n ~ 1

— —u%m(n)a’ct(n)ﬂ:}[i(n ~Daltn-DAwm-2)] (10

—f e
= i@ ()& (1)F(m)eo (n)

— i (! (1) [ (0 — ea(n — 1)

A continuacién se construird el producto Aw(n)Aw?(n) discutiendo término
a término las hipétesis que hay que realizar para, una vez tomado valor esperado,
obtener (10.27) reproducida a continuacidn:

Ra(n) =Ra(n —1) —p(1 = f)ITRA(n — 1) — p(1 = f)Ra(n — )T+

+1° (1= f)°E[py (n)Ra(n — )3, (n)] + p* (1 = £)Elel (n)ip, ()]
(10.35)

Término t:

Una vez realizado el producto indicado y tomando valor esperado, da lugar
a los términos que contienen a Ra(n — 1) en (10.35).

Término t:

Si ademads de suponer que {&(n)} y {z(n)} son i.i.d se supone que también
lo es {w(n)}, al tomar valor esperado queda una combinacién de E[Aw(i)] con
i = 0...n — 2. La estrategia usual es reducir el campo de trabajo al caso de n
grandes, estudiando valores en convergencia, de manera que este valor esperado
tiende a cero. Eso es posible para n grandes, pero no para indices ¢ que también
se mueven en el intervalo inicial de tiempos, pero estos sumandos estdn afectados
por el factor de olvido f”~'7% que consigue precisamente eso, que se puedan
olvidar (despreciar).

Nétese que Aw(n — 1) depende® de Z(i) y de x(i), por lo que no se puede
decir sin mas que se tiene el factor E[Aw(n — 1)] que tiende a cero para n
grandes. Hay que recurrir al razonamiento del parrafo anterior.

5 En esta dependencia el tamafio del paso u juega el papel de un factor de olvido (véase
(10.4)).
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Por tanto este término no contribuye.

Término t:

Ahora si se puede recurrir al hecho de que w(n — 1) es independiente del
resto de variables aleatorias que aparecen en este término, y que al tomar valor
esperado se obtendrd el factor E[Aw(n — 1)], que tiende a cero para n grandes.

Por tanto este término tampoco contribuye.

Término t:

Tiende a cero por dos motivos: por el mismo que en el caso anterior y porque
el estimador de E[Z(n — 1)eg(n — 1)] es independiente del resto y al tomar valor
esperado vale cero idénticamente.

Por tanto no contribuye.

» . t
Término :
En principio no saldria cero sino

2[2] = fWEle(n)& (n) ME(n)z! (n)] (10.36)
donde la matriz M viene definida por la siguiente expresién
M = E[E[Z(n — 1)z'(n — 1)Aw(n — 2)]E[Aw! (n — 2)z(n — 1)&' (n — 1)]]

si se utiliza la definicién de estimador de valor esperado para desarrollar esta
expresion, se puede escribir lo siguiente

¥

M = <11_;fnf_1> Zfn_l_ifn_l_jE[iE(i)mt(i)Aw(i ~1)

Aw'(j-De()F (] = (1037)
- (=55 > £ OB () Rali - Va3 (0]

donde se ha empleado que la serie {Aw(n)} es i.i.d y el hecho de que aunque
w(n) dependa de las variables (k) y #(k) para k = 1...n, esta dependencia va
disminuyendo conforme m4és se alejan temporalmente la primera de las ultimas,
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debido a que el tamano del paso es pequeno ( ver de nuevo nota a pie de pagina
5). Lo importante de las expresiones (10.36) y (10.37) estd en que conforman el
equivalente al término de la sumatoria en (10.32) para la convergencia en me-
dia: incluye informacién de la incégnita en la ecuacién en diferencias a tiempos
pasados, convirtiéndola en una ecuacién en diferencias de orden n. Este término
es consecuencia directa de la no independencia del estimador del valor esperado
con el resto de variables aleatorias (incluido él mismo).

Volviendo a tener en cuenta la definicién de estimador de valor esperado, la
ecuacién anterior se puede reescribir como

M = (1 - f)EE[E(n — Dzt (n — 1)Ra(n — 2)z(n — 1)&(n — 1)]| 2]

Obviamente, si se desea recuperar (10.35) es necesario despreciar este término.
Es un término en p2, con lo cual hay que respetarlo al igual que se han respetado
otros del mismo orden. Bien es verdad que la influencia de los Ra(n—1i) i > 1
va decayendo a cero con f2(~9 pero como hay n — oo términos el efecto es
apreciable (finito).

En principio este término contribuye.

Término t:

Aqui si se puede suponer, gracias a las hipdtesis de independencia, que el
estimador del valor esperado es independiente del resto. Por tanto, al tomar
valor esperado aparecerd el factor E[Aw(n)] que tiende a cero para n grandes.

Por tanto este término no contribuye.

Término t:

En principio los dos estimadores que aparecen en este factor son dependien-
tes; su valor esperado es

E[B[E(n — 1)zt (n — 1)Aw(n — 2)JB[E (n — 1)eo(n — 1)]] =

_ (%) S B (D () Aw(i - D (7)ea(s)

L)

(10.38)

Para analizar este término se fija, por ejemplo, un valor de i arbitrario i y a
partir de él se puede afirmar que:
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1. Los términos con j > ip son cero pues en ellos el factor Z(j)eo(j) es
independiente del resto y su valor esperado es nulo en virtud del principio
de ortogonalidad.

2. Los términos con j = ig son nulos pues en ellos los Aw(ip — 1) son inde-
pendientes y su valor esperado tiende a cero conforme n tiende a infinto.

3. Los términos con j < ip toman el siguiente valor:

E[E[Z(n — 1)z t(n —1)Aw(n — 2)|E[E' (n — 1)eo(n — 1)]] =

1-—
= ( T ) D2 [T I REAw(i — DE (j)eo ()]
i j<i
(10.39)
Recuérdese que se ha mantenido este término por la dependencia que Aw(i —1)
presenta en las variables aleatorias & (k) y «(k) para k = 1...i — 1. Pero también
se comentd con anterioridad que la dependencia va decayendo conforme aumenta

la separacién temporal entre ellas, por tanto la expresién anterior se aproximara
de la siguiente manera

E[E[Z(n — 1)z'(n — I)Aw(n —)IE[E (n — 1)eo(n —1)]] =

_< 1 fol) fzf2n 1) RE[Aw(i — 1)&' (i — 1)eo(i — 1)]
(10.40)

esta sumatoria se puede reescribir como sigue

E[E[:E(n —Dz'(n - 1)Aw(n — 2)]E[ (n — Deg(n —1)]] =

_ _ £2(n—1)
:<1ifnf_1> 1 1Jif2 FRE[E[Aw(n — 2)F (n — 2)eo(n — 2)] 2]
(10.41)

donde se ha indicado explicitamente que este estimador del valor esperado utiliza
como factor de olvido f2. Para n suficientemente grandes, condicién bajo la cual
se ha obtenido la expresién anterior, queda

E[E[#(n — Dat(n — 1)Aw(n - 2)]E[:§t(n ~Deoln - 1)) =
1

%%( — f)fRE[E[Aw(n — 2)& &' (n — 2)eo(n — 2)]| 2]

En el iltimo paso se ha considerado f ~ 1. Con este resultado se puede afirmar

t
que el término es de orden p? f3(1—f), es decir, le ocurre algo parecido a lo
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t
que le ocurre al término donde al anularse varios sumandos en el producto
de dos estimadores de valores esperados aparece un factor global (1 — f).

Por tanto este término también contribuye.

t
Término :
Este término también contribuye, siendo su contribucién,

[313] = 12(1 - 1)*Ele(n)@ (n)#(m)F (n)@(n)a! (1) (n)]

Término t:

En este caso el estimador del valor esperado es independiente del resto por
las hipétesis de independencia y su valor esperado es nulo por el principio de
ortogonalidad.

Por tanto este término no contribuye.

» . t
Término :
La parte més conflictiva de este término es

E[E[:E(n — 1eg(n — 1)]E[:Et(n —1eo(n —1)]] =

B F(0)3 (j)eo(i)eo(5)] =
—(1_fn_1) S TTTEEGE Do =

¥

- (11%]05_1>2 ZfQ(”_l_i)E[:E(i):Et(i)eQ(i)]

(3

donde este valor esperado no depende del tiempo al ser las variables involucradas
conjuntamente estacionarias®, y se le denominard Rjz.. Suponiendo de nuevo n
suficientemente grande y f cercano a la unidad, resulta

E[E[Z(n — 1)eo(n — D]E[E (n — 1)eg(n — 1)]] =
1 (10.44)

= 5(1 _f)Ra:é

6Fsto no siempre es asf ya que, por ejemplo, en problemas de identificacién ciega de sistemas
no estacionarios, estas variables no son conjuntamente estacionarias.
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t
con lo que el término completo quedaria

[4[4] = 47 21~ f) B (1) Ry () ()

Este término, por tanto, también contribuye.

Suma de las contribuciones de todos los términos

Con todo lo comentado hasta aqui, la ecuacién que rige la evolucién de
RA(n) quedarfa:

Ra(n) =Ra(n —1) = (1 = /)TRa(n —1) = p(1 — f)Ra(n — )0+
+12(1 = f)’Elpr (n)Ra(n — 1)y (n)]+
)&

+uf( fE [ (n)&" (n)E[E(n — D' (n — 1)
Ra(n —2)x(n — )& (n — 1)]|p2&(n)z" (n)]—
2 f3¥E[m(n):Et(n)RE[Aw(n —9)#(n —2) (10.45)

eo(n — 2)]| p2&(n)z" (n)]+
+1* (1 = f)°Efiha(n)eg (n)]+
+ i f2#E[m(n)a’ct(n)Riefé(n)mt(n)]

Las principales diferencias con (10.35) son:

1. En la préctica se convierte en una ecuacién en diferencias de orden n,
aunque la influencia de Ra (n—i) cae como f?%. (En teorfa, si el estimador
se comportase como un verdadero valor esperado, es de orden 2).

2. Aparecen términos en E[Aw(n—2)&! (n—2)eo(n—2)] los cuales desdibujan
la expresion que ya no es una ecuacion en diferencias. Los sumandos de
este E también van cayendo como f2.

3. Aparece un término independiente nuevo, de orden (1 — f) y por tanto
mds importante que el de (10.35).

Por tanto, en (10.35) obtenida con la segunda aproximacién, se han elimi-
nado todos los términos debidos al rastro que deja el E[] y ha conservado el
primer sumando de E[] De todas maneras su propdsito era ser una primera
aproximacién que diera convergencia para Ra(n) después del primer intento
fallido.



274 CAPITULO 10. EL ALGORITMO AOGLMS

Comentario

Todo este andlisis, mas o menos minucioso, se debe a que es la primera vez
que aparece en el estudio de un algoritmo adaptativo un factor como el estimador
de un valor esperado. Debido a este motivo, se hace necesario encontrar algin
tipo de aproximacién que agilice los calculos y que, a la vez, dé resultados con
la suficiente informacién como para describir el comportamiento del algoritmo.

En capitulos anteriores, al analizar por ejemplo el GLMS, se pudo recurrir
sin mas a muchas técnicas utilizadas extensamente en la literatura para algo-
ritmos de la misma familia ( entiéndase el LMS) tales como las hipétesis de
independencia o el promediado directo. En este capitulo hay que establecer las
bases de las nuevas técnicas a utilizar en andlisis de algoritmos, que como el
AOGLMS, integren términos del estilo del E[].

10.7 Convergencia en media utilizando la segun-
da aproximacion

Se parte de la ecuacién de actualizacién del vector de error en los pesos
(10.15), la cual establecia que

Aw(n) =Aw(n — 1) — px(n)Et (n)E[Z(n)z! (n) Aw(n — 1)]+ (10.46)
+ i (n)& (n)E[E (n)eo (n)] '
que utilizando las aproximaciones propuestas en (10.24) y (10.25) conduce a

Aw(n) =Aw(n — 1) — pu(1 = Na(n)& (n)&(n)z! (n)Aw(n — 1)+

U (10.47)
+ (1 = flz(n)Z (n)&(n)eo(n)
y tomando valor esperado se llega a la ecuaciéon buscada:
E[Aw(n)] =[I — (1 — H)T]E[Aw(n — 1]+ o)

+u(1 = )E[z(n)E" (n)Z(n)eo(n)]

En esta expresion se puede apreciar un poco mejor lo que significa hacer esta
aproximacion. Por un lado elimina la influencia de los vectores de error en los
pesos a nuestras pasadas, que ya se ha comprobado que influye bastante en la
convergencia del algoritmo en media como pone de manifiesto la figura 10.1. Sin
embargo, parece acertada su sustitucién en el segundo miembro, puesto que al
estar evaluando un valor esperado (estimador) de unas variables conjuntamente
estacionarias’, se puede afirmar que dicho estimador se acerca al valor verdadero

7TAqui estd la clave. Si E[a] es independiente del resto y ‘a’ es estacionaria, entonces se
puede afirmar que E[a] = E[a] con bastante aproximacién.
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conforme aumenta el nimero de datos. Sélo permanece el primer sumando de
este estimador que es claramente dependiente de las variables aleatorias que
acompana, pero corregido por el factor (1 — f).

A la vista de lo cual se puede concluir, teniendo en cuenta el comentario
del parrafo anterior, que la expresién mas exacta para la convergencia en media
viene dada por:

E[Aw(n)] =[I — p(1 = /ITIE[Aw(n — 1)]+
+u(l = HR'RY f*E[Aw(i — 1)] + p(1 — f)E[2(n)E (n)Z(n)eo(n)]

i=1

(10.49)

que recoge las dos propiedades comentadas anteriormente:

a) Incluye los vectores de error en los pesos para todos los tiempos que influ-
yen en la ecuacién.

b) Aparecen ‘los restos’ del término independiente. Aunque no son deseables
yva que producen un sesgo en los estimadores.

El sesgo en los estimadores viene dado por E[Aw(o0)]. Este valor se pue-
de obtener de (10.49), como es habitual, suponiendo que se ha llegado a la
convergencia y despejando:

E[Aw(c0)] = (1 - f) ! RE[w(n)fEt(n)i(n)eo(n)]

1-/T-R
Como se sabia el sesgo es un infinitésimo de orden (1 — f) y no depende de p.

Para que la solucién converja efectivamente a esta solucién estacionaria es
necesario que las raices del polinomio caracteristico sean menores que 1. El
problema es que aqui las componentes no se desacoplan en la base en la que
R'R es diagonal. Para tener una idea del intervalo de valores g, Ar y Ag en
el cual se produce la convergencia se estudiard el caso de una tunica incégnita.
Para esta situacién la ecuacién homogénea asociada toma la forma:

n—1

E[Aw(n)] = [1 = u(1 = HAr]EAw(n = 1] = u(l = £) 3~ Arf"E[Aw(n - i)]

i=1

El polinomio caracteristico se construye suponiendo que la solucién es de la
forma E[Aw(n)] = z™:

n—1 __ fnfl

2" = [L—p(l— f)rp]z" " — p(l - f)Afoxff
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Y dado que f < 1 para n suficientemente grandes se puede reescribir como:

(1= f)fAr
x—f
que aparte de la solucién trivial z = 0 tiene como soluciones las raices de:

2+ (L= HAr = 1+ NHlz+ fIL = ul = HOr = Ap)] =0

donde haciendo A\r = Ag se recupera la expresién dada en (10.19) como era de
esperar.

2" —14pu(l—HIr+p =0

Las soluciones de esta ecuacion cuadratica son:

ot f—pd =i
2
VU + F = p(1 = H)Ar)? = 4f[1 = p(1 = f)(Ar = Ar]
2
ahora, al introducir un nuevo pardmetro en el andlisis, x es funcién de x =

x(uAr, pAr, f) y por tanto no es posible realizar una representacién gréfica
como la de la figura 10.1. Sin embargo si es posible discutir algunos aspectos:

+

(10.50)
+

a) Cuando f — 1 se sigue que z — 1 y no hay convergencia.

b) Cuando el factor de olvido tiende a cero, se cumple que z = 1 — pAr
(aparte de la solucién trivial). Esta solucién se encontrard en el anglisis
del CGLMS como se adelanté en la pdgina 260 aunque esta de aqui sea la
expresion correcta al aparecer Ar y no Ag, alli sélo se quiso presentar el
resultado para poder ampliar el comentario.

10.8 Simulaciones

Una vez estudiado el algoritmo AOGLMS y comprobado tedricamente que
converge, es el momento de verificarlo mediante simulaciones. A tal fin se han
ideado tres conjuntos de simulaciones: en el primero se intenta corroborar que
efectivamente el AOGLMS cumple el principal requisito que se le exigié cuando
se disefio, es decir, que funcione cuando la matriz asociada no sea definida; en el
segundo se presenta una idea del comportamiento del algoritmo en la identifica-
cién de modelos de diversos érdenes y con distintos niveles de ruido; finalmente
se detalla una aplicacién de AOGLMS en la ecualizacién ciega de una constela-
cién 4-Q.A.M transmitida por un modelo AR. Es conveniente destacar en este
punto que no se pretende hacer un estudio mediante simulaciones pormenoriza-
do, como se hizo para el algoritmo ORIV, sino simplemente mostrar por encima
las propiedades del nuevo algoritmo. El principal trabajo en esta parte de la
Memoria ha sido su deduccién tedrica.
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Figura 10.2 Convergencia de AOGLMS con una matriz no definida

10.8.1 Comportamiento de AOGLMS cuando la matriz
asociada no es definida

Se considera un modelo AR de orden 2 con coeficientes complejos [I — 1+
0.9 0.04 — 0.44:] que se pretende identificar mediante las ecuaciones norma-
les de orden 4, tal y como se describieron en el apartado 8.10. El proceso de
excitacién es un 4-Q.A.M formado por variables i.i.d con distribucién de pro-
babilidad constante y con posibles valores {1 + 2i, 1 —2i, —1+ 2¢, —1 — 2{}.
El algoritmo AOGLMS se implementard con el mismo nimero de ecuaciones
que de incognitas, por lo que la matriz asociada a este problema concreto tiene
como autovalores Ay = —105 —99i y Ay = 8.75 — 6.2¢ y por tanto su parte
real no es definida. Contard con series de 40000 datos cada una y se llevardn a
cabo 200 realizaciones. Los pardametros libres del algoritmo se han fijado como
pw=28-10"10y f =0.99.

Segun el andlisis tedrico llevado a cabo, el algoritmo GLMS no es capaz de
converger en estas circunstancias. El comportamiento del AOGLMS se muestra
en la figura 10.2, en ella se puede apreciar que la velocidad de convergencia es
muy lenta pero que de hecho converge. Sin embargo, tal y como se esperaba el
GLMS no puede converger. Para mostrar esto iltimo se han elegido dos factores
de olvido muy pequefios de distinto signo, como se observa en las graficas 10.3(a)
y 10.3(b) diverge en ambos casos. Al ser el autovalor de mayor peso (el de
mayor valor absoluto) el de signo negativo, para un tamafio del paso negativo
la componente asociada a este autovalor empieza a converger, sin embargo, en
cuanto las iteraciones van aumentando, la componente asociada al autovalor
positivo diverge claramente con lo que el resultado neto es una divergencia
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Figura 10.3 Constatacion de la no convergencia de GLMS con R no definida

general. Para este caso se han tenido que emplear un mayor nimero de datos y
un tamano del paso ligeramente mayor para poder apreciarlo claramente; si se
hubiesen empleado sélo 5000 datos con = 5 - 101! se habria observado una
convergencia (causada por la componente asociada al mayor autovalor) muy
lenta, ya que la fase divergente empezaria mucho més alla de los 5000 datos.

Una vez constatada la convergencia del AOGLMS se puede hacer que con-
verja a valores mas bajos siempre y cuando se disminuya el tamano del paso. Si
esto se llevara a cabo el nimero de iteraciones necesarias seria desorbitante.

El gran niimero de iteraciones necesarias es debido a la dispersién de autova-
lores de la matriz R* R. Como se vera mas adelante en situaciones no patoldgicas
el nimero de iteraciones necesarias disminuye hasta valores mas razonables.

10.8.2 Identificacién ciega de modelos M A en ambientes
ruidosos mediante AOGLMS

El segundo grupo de simulaciones, que se van a llevar a cabo para dar una
idea del comportamiento del algoritmo AOGLMS, consiste en identificar siste-
mas MA mediante la ecuacién de Giannankis-Mendel. Este mismo problema se
traté en el andlisis del algoritmo ORIV y aqui se volveran a emplear los mismos
modelos. En la tabla 10.2 se presentan los coeficientes de los modelos empleados
y la dispersién de la matriz asociada, teniendo en cuenta los siguientes puntos:
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Figura 10.4 FEvoluciéon del MSD para los modelos A y B

1. Se va a implementar la modalidad de AOGLMS sobredeterminado, de
forma que se puedan emplear las 3¢+ 1 ecuaciones, que propone la ecuacién
GM, para identificar las 2¢ + 1 incgnitas® del problema.

2. Para resolver el problema basta definir las variables Z(n), (n) y d(n) que
aparecen en la tabla 10.1 tal y como se definieron para el algoritmo ORIV
en el apartado 5.3.

3. De esta manera el comportamiento del algoritmo viene determinado por
la dispersién de autovalores de la matriz R'R donde R = E[&(n)x!(n)].

8Véase el apartado 5.2.
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Modelo Coeficientes Dispersion
A [1 —0.8] 3.2211
B [1 —1.25] 13.3117
C [1 —1.1314 0.6400] 41.3750
D [1 —2.33 0.6400] 3048
E [1 —0.90.385 —0.771] 279

Tabla 10.2 Modelos MA identificados mediante AOGLMS

5 5 XXWWWWWWXXX
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Iteracion x 10" Iteracion x 10"

(a) AOGLMS, = 10=*% f =0.999 (b) GLMS, p = 10735

Figura 10.5 FEwvolucién del MSD del modelo C

Los modelos MA se excitan mediante procesos i.i.d formados por variables
con una funcién densidad de probabilidad exponencial por un lado, de media 0,
varianza 1, factor de asimetria 2 y curtosis 6. Se dispone de series de 40000 y
100000 muestras ruidosas y los resultados se promedian sobre 200 realizaciones.
El ruido anadido se ha generado filtrando ruido blanco gaussiano a través de un
filtro ARMA con coeficientes MA=[1 —1.25] y AR=[1 —221.77 —0.52]y
los niveles de ruido estudiados han sido 20, 15, 10, 5 y 0 dB (aunque para 0 dB
no converge nunca).

Los resultados que se muestran a continuacién se han elegido como los mejo-
res dentro de un proceso de busqueda: para cada modelo y SNR se hacia variar
el tamano del paso segun la funcién p = 10°” donde ex = —6, —5.5, —5,...,
—3.5 y el factor de olvido f tomaba los valores f = 0.9, 0.99 y 0.999. En la
figura 10.4(a) se muestra la evolucién del MSD para el modelo A y los niveles
de ruido indicados, cuando = 107*® y f = 0.999. La lectura de la grafica
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debe hacerse atendiendo a las siguientes asociaciones:

$...20 dB
-...15dB
0...10 dB
x ...b dB

Andlogamente, en la figura 10.4(b) se representan los resultados para el
modelo A pero con g = 10~*y f = 0.999. En ambas figuras (nétese la diferencia
de escalas) se pueden apreciar aspectos comunes a los algoritmos tipo maxima
pendiente y a aquellos que trabajan con estadistica de alto orden, como por
ejemplo que cuanto menor es el tamafio del paso tienden a un valor de D(o0)
menor pero tardan mas en converger; a su vez son menos sensibles a la SNR
que otros algoritmos del mismo tipo pero basados en estadistica de segundo
orden. De todas maneras el principal objetivo de estas grificas es mostrar
que AOGLMS de hecho converge para estos modelos, aspecto importantisimo
puesto que GLMS no es capaz de identificar estos modelos como se discutira
maés adelante.

La evolucién del MSD para el modelo B y para los mismos pares de valores de
los pardmetros v y f que para el modelo A se presentan en las figuras 10.4(c) y
10.4(d). Al ser su dispersién de autovalores mayor, el comportamiento observado
es peor. En particular para p = 10~% es més inestable.

Xxxxxxxxxxxxxxxxx
X
%X

éXXXXXXXX

2 2 15 2 25
Iteracion x10° Iteracion x 10"

(a) Modelo D, . = 10735 f =0.999 (b) Modelo E, = 10~%5 f = 0.999

Figura 10.6 FEvolucion del MSD para los modelos D y E

Para el modelo C las simulaciones dan resultados aceptables para p = 10~4
y f = 0.999 y se detallan en la figura 10.5(a). Tal y como ya se sabia del
andlisis de ORIV y de los comentarios precedentes, al tener el modelo D una
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dispersion tan elevada los algoritmos tienen grandes dificultades en alcanzar la
convergencia, la evolucién para p = 1075 y f = 0.999 se presenta en la figura
10.6(a); como se observa el tiempo de convergencia es enorme. Finalmente se
presentan los resultados para el modelo E con g = 107*% y f = 0.999 en la
figura 10.6(b), y dado que su dispersién no es muy elevada da resultados con
una desviacién en media cuadratica aceptable, téngase en cuenta que se estan
estimando 7 parametros.

Se quiere comparar el comportamiento descrito del AOGLMS con el de
GLMS en la misma situacién, en la identificacién ciega de sistemas MA me-
diante la ecuaciéon de GM. Lo primero que hay que hacer notar es que GLMS no
puede tratar con sistemas sobredeterminados, por lo que la longitud de la varia-
ble instrumental hay que acortarla hasta igualar la del vector de datos x(n), asi
se consigue tener el mismo numero de ecuaciones que de incégnitas. Por otro
lado, la convergencia del algoritmo viene determinada por los autovalores de la
matriz R = E[Z(n)z!(n)], cuadrada por tanto en este caso. La dispersién de la
parte real de los autovalores para cada modelo se detalla a continuacion:

modelo A ... -0.8611
modelo B ... -1.0213
modelo C ... 20.9897
modelo D ... 29.6193
modelo E ... -2.4734

Para aquellos modelos cuya dispersién sea negativa no es posible la conver-
gencia mediante GLMS, ya que indican la existencia de autovalores positivos y
negativos, por lo que R no es definida. Si los autovalores son complejos, para
que haya convergencia es necesario que sus partes reales tengan el mismo signo:
los modelos C y D cumplen este requisito. Sin embargo como el modelo D tiene
un autovalor de valor 0.2652 + 0.4062¢ y su parte real es muy pequena, la con-
vergencia se hace muy dificil, ya que al trabajar con estimadores de la matriz
R, puede que a veces este autovalor presente un estimador con la parte real
negativa que impediria la convergencia. La evolucién del MSD para el modelo
C se presenta en la figura 10.5(b) junto con la evolucién de la MSD del mismo
modelo obtenida mediante el algoritmo AOGLMS (figura 10.5(a)). No se busca
una comparacién rigurosa, sino una mera ilustracién; ambos algoritmos tardan
unas 40000 iteraciones en alcanzar el estado estacionario para una SNR=20 dB,
sin embargo, para este caso AOGLMS mejora en 10 dB el MSD(oc0) de GLMS,
ademds de mejorar por varios dB para otras SNRs.
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10.8.3 Aplicando el algoritmo AOGLMS a ecualizacién
ciega

El dltimo grupo de simulaciones presenta una aplicacién del AOGLMS a la
ecualizacién de un proceso 4-Q.A.M que ha sido transmitido (filtrado) por un
modelo AR=[1 — 0.4+ 0.4i]. La ecualizacién se llevard a cabo en dos fases, en
primer lugar se identifica el modelo AR siguiendo el mismo método que en las
simulaciones del apartado 10.8.1, y en segundo lugar se filtra la senal de salida
por un filtro MA, de coeficientes los estimados para el AR en el primer paso.
Se supone que el ambiente no es ruidoso.

La longitud de la senal es de 10000 muestras y tras promediar 200 realiza-
ciones el estimador del coeficiente del modelo AR es —0.3961 + 0.3953i con una
desviacién estandar de 0.0349, habiendo fijado p = 5A10~7 y f = 0.99. Para
ilustrar gréaficamente el problema en la figura 10.7(a) se presentan 50 mues-
tras de la salida del canal para una realizacién arbitraria y en la figura 10.7(b)
la misma salida ecualizada; como se puede apreciar se recupera claramente la
estructura de la constelacién 4-Q.A.M aunque con un pequeno sesgo.
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Figura 10.7 FEcualizacién ciega mediante AOGLMS

10.8.4 Conclusion

Tal y como se ha podido constatar mediante simulaciones, el algoritmo
AOGLMS tiene un comportamiento mejor al de GLMS con la ventaja de que es
capaz de funcionar en situaciones donde el segundo no puede. En definitiva, se
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ha establecido la superioridad del nuevo algoritmo con respecto al ya existente,
a falta de llevar a cabo un anélisis més riguroso.



Capitulo 11

Algunas versiones directas
del algoritmo GLMS

Introduccién

El principal objetivo del dltimo capitulo de esta parte de la Memoria es
presentar tres nuevas versiones del algoritmo GLMS. Estas versiones, en cierta
manera, completan el cuadro formal que se ha ido creando desde el comienzo
de la Memoria con el algoritmo ORIV.

Sélo se pretende motivar un poco la creacién de estos algoritmos y afadir un
minimo andlisis que certifique el correcto funcionamiento de los mismos tanto
en media como en media cuadratica. La convergencia se corroborard mediante
simulaciones.

El primer algoritmo que se propone intenta, mediante la correcta eleccién de
la funcidn coste, solventar el problema del GLMS de no converger con matrices
no definidas. Aparece sin embargo un pequefio sesgo en los estimadores obteni-
dos con este nuevo algoritmo. Para evitar este problema se propone un segundo
algoritmo completamente ad-hoc. El tercer algoritmo se sale un poco de la linea
anterior ya que lo que constituye es una versién del GLMS normalizado.

El algoritmo CGLMS se presenta en el apartado 11.1 donde ademads se in-
cluye un anilisis de su convergencia en media y en media cuadrédtica. Anédlogo
tratamiento reciben los algoritmos A1GLMS y PNGLMS en los apartados 11.2
y 11.3 re