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me venga abajo. Tú haces que sonrı́a en los momentos más sombrı́os.



Al resto de mi familia, especialmente a mi hermano, por estar ahı́ cuan-
do le necesito, a mi tı́a Aurora, por alegrarnos siempre, a mi tı́o Anto-
nio, por ser tan bueno con nosotros y a mis suegros, Germán y Antonia,
por ser personas tan discretas y con tan buen corazón.

Por último, pero no menos importante, quiero agradecer a mis amigos
que estén siempre conmigo. Son ellos quienes me dan plenitud y ponen
en mi vida un toque de color, especialmente gracias a Vane, Sandra,
Maribel, Elena, Jorge y David. Vuestra amistad es mi mayor tesoro y
fortaleza.

diciembre 2013





Este trabajo ha sido posible gracias al soporte de la Junta de Andalucı́a,
bajo el proyecto de investigación “Un sistema para la movilización
del Conocimiento contenido en una Base de Datos poco estructurada.
Aplicación a los textos de una Base de Historias Clı́nicas (P07 TIC
02786)”.
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ÍNDICE GENERAL

2.2.2. Acoplamiento de las Estructuras-AP con Conjuntos de Térmi-
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un Conjunto con el TDA para cada Tupla . . . . . . . . . 142

X
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5.2.1. Preprocesamiento Sintáctico . . . . . . . . . . . . . . . . 188
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ÍNDICE GENERAL

5.6. Resumen y Conclusiones . . . . . . . . . . . . . . . . . . . . . . 208

6. Evaluación Experimental 211
6.1. Evaluación Experimental sobre una Base de Artı́culos Cientı́ficos . 212

6.1.1. Descripción del Conjunto de Datos . . . . . . . . . . . . 212
6.1.2. Descripción de la Metodologı́a . . . . . . . . . . . . . . . 213
6.1.3. Resultados . . . . . . . . . . . . . . . . . . . . . . . . . 229

6.2. Evaluación Experimental sobre una Base de Historias Clı́nicas . . 245
6.2.1. Descripción del Conjunto de Datos . . . . . . . . . . . . 248
6.2.2. Descripción de la Metodologı́a . . . . . . . . . . . . . . . 248
6.2.3. Resultados . . . . . . . . . . . . . . . . . . . . . . . . . 256

6.3. Otras Evaluaciones Experimentales . . . . . . . . . . . . . . . . . 272
6.4. Resumen y Conclusiones . . . . . . . . . . . . . . . . . . . . . . 275

7. Conclusiones y Trabajos Futuros 279
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ÍNDICE DE FIGURAS

6.2. Tag cloud para “Keywords” con estructura WAPO y preprocesa-

miento sintáctico . . . . . . . . . . . . . . . . . . . . . . . . . . 220

6.3. Tag cloud para “Tı́tulos” con estructura WAP y preprocesamiento
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6.13. Tag cloud para “Keywords + Tı́tulos” con estructura WAP y pre-
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CAPÍTULO

1
Introducción

El problema que nos lleva a la realización de esta memoria de tesis doctoral

se plantea a continuación, en la Sección 1.1. Los objetivos que nos proponemos

alcanzar con respecto a este problema y a su solución, se exponen en la Sección

1.2. Para alcanzar estos objetivos se ha realizado el trabajo que se desarrolla en los

siguientes capı́tulos, los cuales están organizados según se detalla en la Sección

1.3.

1.1 Planteamiento del Problema

Con la llegada de las nuevas tecnologı́as a nuestra sociedad, es cada vez mayor

la cantidad datos y conocimiento disponible para los usuarios. Un procesamiento

adecuado de esta información es fundamental para poder hacer uso de ella y realizar

tareas complejas como filtrado o clasificación.

Cuando la información está estructurada, este procesamiento resulta sencillo,

pero la complicación se va incrementando cuanto mayor es la falta de estructura en

las fuentes de conocimiento.

El exceso de información y la dificultad de procesar los datos no estructurados

son inconvenientes presentes en los sistemas de bases de datos desde hace mucho
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1. INTRODUCCIÓN

tiempo. Este problema se acentúa con el creciente uso de Internet, pero el núcleo

de la cuestión continúa siendo el mismo. Mucha información que se acumula no

llega a transformarse en información útil para el usuario, debido a que las formas

de procesarla y visualizarla no son lo suficientemente eficientes para presentarla de

forma que pueda interpretarse y consultarse de manera satisfactoria.

El hecho de no procesar correctamente la información textual de los atributos

de una base de datos, se traduce en que habrá una parte muy útil de ésta que que-

dará inaccesible y también en que el sistema devolverá al usuario más información

de la que le solicita y de forma desorganizada. Aunque los atributos textuales suelen

ser objeto frecuente de consulta, la mayorı́a de los sistemas procesan estas consul-

tas basándose en la búsqueda de coincidencias sintácticas y obviando cualquier tipo

de semántica asociada al texto [Cn09].

Supongamos, por ejemplo, una base de datos que contiene información sobre

noticias recuperadas de Internet, donde cada atributo de la base de datos contie-

ne un elemento de las noticias; tı́tulo, subtı́tulo, categorı́a, autor, resumen, etc. El

primer inconveniente que encuentra un usuario a la hora de consultar, es que pue-

de no tener conocimiento alguno acerca del contenido de la base de datos y en

un escenario ideal, donde sı́ conociera al menos una parte de esta información, se

encontrarı́a con un segundo inconveniente, el de que sus consultas no siempre recu-

peran información precisa de acuerdo con sus necesidades. Para aminorar el primer

inconveniente, se hace indispensable una visualización previa que resuma de for-

ma óptima el contenido de la información y para que la información recuperada

sea más precisa, es necesario tener presente la semántica asociada a los términos

introducidos con la consulta.

Una de las soluciones aportadas en Internet para mermar estos inconvenientes

viene de la mano de los sistemas basados en etiquetado (tagging), que permiten

al usuario categorizar las fuentes de información mediante las denominadas eti-

quetas (tags), con el fin de poder recuperarlas con posterioridad. A su vez, estos

sistemas han popularizado una herramienta de visualización de texto denominada

“Tag Cloud”, de la que hablaremos en profundidad en la Sección 2.1 y en la que

se muestran las etiquetas asignadas por los usuarios con mayor frecuencia, para de

esta forma representar el contenido de la información etiquetada y navegar a través

de ésta.
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1.1 Planteamiento del Problema

La tag cloud es una herramienta muy conocida, sencilla, llamativa y fácil de
usar, por lo que nos parece una buena idea emplearla para visualizar el contenido
de la información textual en las bases de datos. La potencia de las tag clouds reside
en el esfuerzo colaborativo de los usuarios que etiquetan y clasifican las fuentes de
información. La frecuencia en el uso de una determinada etiqueta para una particu-
lar fuente de información, confiere a esa etiqueta cierta precisión como elemento
de clasificación. En bases de datos, este tipo de etiquetado colectivo no es fácil-
mente aplicable, por lo que la forma de obtener la tag cloud es a partir de etiquetas
extraı́das del propio texto a través de algún método que les permita conservar su
semántica.

Por otro lado, tanto los sistemas basados en tagging como la propia tag cloud,
han sido ampliamente criticados en la literatura debido a numerosas deficiencias
que se verán con detalle en las Secciones 2.1.1 y 2.1.4.

La mayorı́a de las deficiencias que acaecen a la tag cloud se deben al uso exclu-
sivo de monotérminos en las etiquetas. Resumimos estos defectos a continuación:

Con respecto a la identificación del contenido. La tag cloud muchas veces
lleva a concepciones erróneas sobre el contenido de la información, debido a
la ambigüedad de los términos frecuentes o populares que son los que apa-
recen representados, a pesar de ser en numerosas ocasiones los que menos
discriminan.

Con respecto a la semántica. No permite inferir relaciones entre los concep-
tos representados, siendo necesaria la aplicación de algún mecanismo adicio-
nal, como clustering.

Con respecto a la teorı́a. Aunque algunos autores han presentado un modelo
formal para describirla de forma matemática (ver [Xex09]), este modelo no
se ajusta a la tag cloud tradicional que encontramos en la Web. La falta de
una definición estándar acarrea numerosos problemas teóricos, a pesar de lo
cual no es difı́cil ver el uso de la tag cloud con fines analı́ticos, como en
comparación de textos.

Con respecto al método. Tampoco existe un método estándar para su gene-
ración.
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Con la intención de encontrar una solución que ofrezca al usuario un escenario
donde pueda ver representado el contenido de la información y acceder a ésta de
forma precisa, partimos de la siguiente hipótesis:

Se puede obtener una forma de representación del conocimiento que mantenga
la semántica de los atributos textuales en una base de datos. Dicha forma de repre-
sentación, conocida como forma intermedia, podrı́a implementarse como un Tipo
de Dato Abstracto (TDA) que permita manejar los atributos de la base de datos y
obtener una estructura global de conocimiento.

A su vez, esta forma de representación podrı́a visualizarse a través de una tag

cloud multitérmino, que favorecerı́a la identificación del contenido de la informa-
ción al discriminar el significado de los términos debido al empleo de términos
relacionados en una misma etiqueta y que, por esta misma razón, estarı́a dotada de
semántica. Como ésta proviene de la forma intermedia, estarı́a definida matemáti-
camente y poseerı́a un método estándar de generación, con lo que se solventarı́an
los defectos achacados a este tipo de visualización.

1.2 Objetivos

El objetivo principal de este trabajo es establecer una metodologı́a de extrac-
ción semántica de información en textos no estructurados en bases de datos, sir-
viéndonos para ello de formas matemáticas intermedias, que permitan el uso de
multitérminos y que puedan presentarse al usuario en forma de tag cloud. Esta vi-
sualización debe facilitar la identificación del contenido del texto representado y
servir para diversas tareas, como para sugerir términos de búsqueda, para la ex-
ploración y la consulta. Este proceso queda reflejado en el esquema gráfico de la
Figura 1.1.

Es deseable que el diseño de esta tag cloud disminuya los inconvenientes que
se han visto en la tradicional, compuesta únicamente por monotérminos. Por otro
lado, se pretende que la información recuperada gane en precisión gracias al esta-
blecimiento de la semántica.

Para alcanzar estos objetivos, hemos pensado en una estructura que fue desa-
rrollada en el curso de otra investigación en nuestro grupo y que conocemos como
estructura-AP [MF08, MB08, MB06].
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IDENTIFICACIÓN DEL CONTENIDO
     CONSULTA Y EXPLORACIÓN

TEXTO NO ES
TRUCTURADO

EN BASES
DE DATOS

FORMA
INTERMEDIA
DE REPRE
SENTACIÓN

VISUALIZACIÓN

Figura 1.1: Esquema gráfico del proceso global

La estructura-AP tiene la propiedad de mantener la semántica del texto, al per-

mitir que los términos relacionados puedan permanecer unidos. Se hablará de ella

en la Sección 2.2.

La idea es obtener la estructura-AP y representarla a través de una tag cloud,

aprovechando ası́ el éxito que esta visualización tiene en la Web debido a su atrac-

tivo diseño, además, como ésta será una tag cloud semántica, multitérmino, que

vendrá dada por una estructura matemática, solventará los principales inconvenien-

tes de la tag cloud monotérmino, que es la que usualmente vemos empleada. Aun-

que cada vez es más frecuente encontrar representaciones donde las etiquetas son

multitérmino, éstas carecen de modelo matemático y de método estándar de gene-

ración, suelen proceder de etiquetas compuestas que han utilizado los usuarios para

marcar alguna fuente de información.

Para poder representar la estructura-AP a través de una tag cloud, donde cada

etiqueta tiene distinto tamaño según su frecuencia de aparición en el texto, se deben

ponderar los componentes de la estructura según la frecuencia de éstos. Creamos

ası́ lo que conocemos como “Estructura-AP Ponderada (Estructura WAP)”.

El problema con la estructura-AP es que no discrimina según el orden de los

términos en el texto ni según el tipo de adyacencia que presenten los unos con los

otros. Al introducir éstos en la estructura-AP creamos la “Estructura-AP Ordena-

da (Estructura APO)”, que también deberá ser ponderada para facilitar su visua-

lización a través de una tag cloud. Esto nos lleva a la “Estructura-AP Ordenada

5
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Ponderada (Estructura WAPO)”.
Resumiendo, los objetivos que se plantean de forma global son:

Establecer un procedimiento de extracción semántica de información en tex-
tos no estructurados en bases de datos.

Ofrecer una visualización en la que el contenido quede representado y que
ayude en las tareas de exploración y consulta.

Introducir semántica en la tag cloud tradicional, ası́ como una fundamenta-
ción teórica y una metodologı́a de obtención.

Conseguir una mayor precisión en la consulta.

Dotar de orden y de ponderación a la estructura-AP.

Para alcanzar estos objetivos generales nos fijamos los siguientes objetivos es-
pecı́ficos o tareas a realizar:

1. Estudiar los antecedentes del problema planteado y de su solución. Prin-
cipalmente los antecedentes de la tag cloud como herramienta de visualiza-
ción y de la estructura-AP como forma matemática intermedia.

2. Establecer las definiciones formales de las estructuras APO y WAPO,
que son las que introducen orden y ponderación en la estructura-AP. Éstas
representarán el atributo textual como TDA y nos servirán para definir todas
las operaciones que pueden realizarse sobre éste.

3. Estudiar métodos alternativos para la generación de la forma interme-
dia. Hasta ahora se ha empleado el algoritmo Apriori [Agr94] para la gene-
ración de la estructura-AP. Para las estructura APO y WAPO debe realizarse
una modificación de éste y examinar otros métodos alternativos como es la
generación a través de implicaciones frecuentes.

4. Plantear una metodologı́a y la arquitectura del sistema para obtener el
TDA de un atributo textual. Detallar todas las tareas de preprocesamiento
que se deberán realizar sobre el texto hasta obtener la tag cloud de la forma
intermedia de representación y las herramientas empleadas en cada etapa.
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1.3 Contenido de la Memoria

5. Visualizar la forma intermedia a través de una tag cloud. Mejorar con
ésta a la tag cloud tradicional en los siguientes aspectos:

Identificación del contenido. Facilitarla con la ayuda de los compo-
nentes multitérmino.

Semántica. Matizar el significado de un término, en principio ambi-
guo, mediante sus términos relacionados y posibilitar la identificación
de relaciones entre conceptos. Pensemos por ejemplo en el término “sis-
tema”, utilizado en multitud de contextos diferentes. Con el uso de eti-
quetas multitérmino en la tag cloud, podremos tener una etiqueta que
sea “sistema operativo” y otra que sea “sistema nervioso”. De esta for-
ma estamos matizando en cada caso el significado de “sistema” según
su contexto, infiriéndole semántica y permitiendo relacionar conceptos
como “sistema” y “operativo” o “sistema” y “nervioso”.

Fundamentación teórica. Dotar a la tag cloud de una base matemática
sólida, lo que se consigue gracias a la forma matemática intermedia. De
esta manera podrá utilizarse, entre otras cosas, con fines analı́ticos.

Metodologı́a de obtención. Ésta debe ser aplicable sobre distintos for-
matos de texto corto.

6. Validación del procedimiento planteado. Por último, comprobar que la me-
todologı́a descrita cumple las expectativas esperadas mediante la realización
de experimentos sobre distintos conjuntos de datos, el cálculo de métricas y
encuestas que nos permitan conocer la opinión de los usuarios.

1.3 Contenido de la Memoria
La memoria se organiza de la siguiente forma:

En el Capı́tulo 2 veremos los Antecedentes tanto de la tag cloud como de la
estructura-AP.

Comenzaremos hablando de los sistemas basados en tagging como precurso-
res de la tag cloud tal como hoy la conocemos. Luego veremos las distintas
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terminologı́as con que ésta se denomina, dependiendo del método de extrac-

ción y otras variantes. Haremos una revisión bibliográfica de la tag cloud y

comentaremos sus caracterı́sticas, ventajas e incovenientes, aspectos sobre

el diseño, análisis de los métodos existentes para la extracción de etiquetas,

etc. Posteriormente se hablará de la tag cloud monotérmino “versus” mul-

titérmino, veremos en qué aspectos la multitérmino mejora a la monotérmino.

Veremos un tipo especial de tag clod: la data cloud, propuesta por [Kou09a]

para datos estructurados. Repasaremos otros procesos que tratan de asignar

semántica a las etiquetas, como clustering, herencia y ontologı́as y termi-

naremos mencionando otras apariencias con que puede encontrarse a la tag

cloud.

Posteriormente estableceremos la definición formal de estructura-AP, para

lo cual será necesario introducir el concepto de conjunto-AP y algunas de

sus operaciones. También se darán algunas de las propiedades y operacio-

nes de la estructura-AP y terminaremos con el acoplamiento de conjuntos de

términos con estructuras. En el escenario que nos ocupa, estos conjuntos re-

presentan los requerimientos de los usuarios en la consulta y la estructura-AP

el TDA del atributo textual consultado.

En el Capı́tulo 3 estableceremos nuestra Propuesta Teórica, definiendo los

modelos matemáticos de la estructura APO y la estructura WAPO. Además,

introduciremos un tercer modelo, la estructura WAP (estructura-AP Ponde-

rada), con el fin de poder visualizar también la estructura-AP a través de una

tag cloud.

Esta última se construye ponderando la estructura-AP, por lo que empezare-

mos definiendo los itemsets ponderados que compondrán los conjuntos-AP

ponderados o conjuntos WAP, para definir posteriormente la estructura WAP

y sus principales operaciones.

Para definir la estructura APO, tendremos que empezar distinguiendo entre

un componente monotérmino y un componente multitérmino. Será necesario

definir la estructura monotérmino, que será la que subyace bajo una tag cloud

monotérmino. La importancia de este tipo de tag cloud reside en que es la
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que se utiliza con mayor frecuencia y por lo tanto, la usaremos con fines
comparativos.

La estructura APO se compone de conjuntos multitérmino, que son conjun-
tos cuyas componentes son multitérmino y además tienen establecida una
relación de orden. Los conoceremos como secuencias-AP o AP-Seqs.

Cuando estas AP-Seqs estén ponderadas, compondrán la estructura WAPO.
Veremos las operaciones y propiedades más importantes y estableceremos
unos ı́ndices para cuantificar los acoplamientos de las AP-Seqs con la estruc-
tura APO, operación que reviste de especial importancia en la consulta.

Terminaremos con un ejemplo práctico en el que, a partir de unas pocas tu-
plas, generaremos las estructuras-AP, monotérmino y APO, con sus respec-
tivas ponderaciones y las visualizaremos mediante tag clouds, comentando
paso a paso los métodos de generación utilizados, realizando una compara-
ción y detallando el proceso de consulta con las estructuras-AP y APO.

En el Capı́tulo 4 veremos distintas formas de Generación de las Estructu-
ras: a partir del algoritmo Apriori [Agr94] y a partir de implicaciones fre-
cuentes [Blu87].

Para hacerlo de esta segunda forma, es preciso contar con un ı́ndice inverti-
do completo, cuya definición estableceremos previamente junto a la de lista
invertida.

Daremos otras definiciones previas a la de implicación y desarrollaremos un
ejemplo para ilustrar cómo se obtienen las estructuras a partir de implicacio-
nes frecuentes.

Terminaremos con unas conclusiones sobre cuándo es mejor emplear el al-
goritmo Apriori y cuándo generar la estructura a partir de implicaciones.

En el Capı́tulo 5 recorreremos el camino Del Atributo Textual a la Tag
Cloud.

Empezaremos explicando de modo general la metodologı́a a seguir para la
representación semántica de textos no estructurados, haciendo especial hin-
capié en el preprocesamiento de los datos, tanto sintáctico como semántico.
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1. INTRODUCCIÓN

Veremos qué herramientas se han utilizado para estos preprocesamientos,
para la generación de formas intermedias y de la tag cloud.

Finalizaremos detallando las etapas de postprocesamiento y visualización.

En el Capı́tulo 6 realizaremos una Evaluación Experimental de la metodo-
logı́a propuesta.

Presentaremos un primer experimento sobre una base de datos electrónica de
artı́culos cientı́ficos de la revista “Security and Communication Network”,
de Wiley 1. Seleccionamos esta revista porque ofrece en su página web una
tag cloud con la que comparar la que obtenemos empleando nuestra metodo-
logı́a.

Esta comparación se hará a través del cálculo de métricas y de una encuesta
de usabilidad.

Realizaremos un segundo experimento sobre una base de datos de historias
clı́nicas, la cual posee caracterı́sticas diferentes a la de artı́culos cientı́ficos,
por ejemplo, está en español y es más extensa y desorganizada.

Generaremos una tag cloud que evaluaremos también a través de métricas
y de una encuesta a usuarios expertos para conocer el grado de satisfacción
con la herramienta.

Terminaremos con otros experimentos en los que se generan tag clouds de di-
ferentes conjuntos de datos y de las que se evalúa su cobertura, solapamiento
y balance.

Por último, en el Capı́tulo 7, estableceremos algunas conclusiones llevadas
a cabo a partir de este trabajo y realizaremos una serie de propuestas para
trabajos futuros.

1http://onlinelibrary.wiley.com/

10



CAPÍTULO

2
Antecedentes

La idea de este capı́tulo es presentar los antecedentes de nuestro trabajo, para

ello haremos un estudio profundo de los antecedentes de la tag cloud como forma

de visualización, desde su procedencia hasta nuestros dı́as, en los que encontramos

numerosos tipos diferentes de tag clouds. Empezaremos hablando de los sistemas

basados en tagging como precursores de esta herramienta, posteriormente analiza-

remos sus caracterı́sticas, sus aspectos negativos, sus aportaciones, las tag clouds

construidas a partir de bases de datos estructuradas, los distintos métodos que exis-

ten hasta el momento para aplicar semántica a las etiquetas y las grandes ventajas

de las componentes multitérmino.

No menos importante es la introducción de los antecedentes de la estructura-

AP, como forma de representación intermedia del texto a visualizar, ya que de esta

estructura parten las extensiones teóricas que se proponen en el Capı́tulo 3 y sobre

las que se basa este trabajo.

La idea es obtener, a partir de los atributos textuales de una base de datos,

las extensiones referidas de la estructura-AP y visualizarlas a través de una tag

cloud para identificar el contenido de estos atributos y para facilitar las tareas de

exploración y búsqueda, entre otras.
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2. ANTECEDENTES

La estructura-AP y sus extensiones se componen de conjuntos de itemsets fre-

cuentes y conjuntos de secuencias frecuentes. Veremos los antecedentes a los al-

goritmos de obtención de estos conjuntos y secuencias frecuentes en el Capı́tulo 4.

Nos parece más apropiado verlo ahı́, debido a que en ese capı́tulo se exponen los

algoritmos utilizados para la generación de las estructuras.

Por lo tanto, en la Sección 2.1 se hará el estudio de los antecedentes de la tag

cloud y en la Sección 2.2 revisaremos los antecedentes de la estructura-AP. Final-

mente, en la Sección 2.3 haremos un resumen, obtendremos algunas conclusiones

y justificaremos el tipo de tag cloud a utilizar en nuestro trabajo.

2.1 Antecedentes de la Tag Cloud

Empezaremos hablando de los sistemas basados en etiquetado (tagging) como

precursores de la tag cloud, tal como se conoce actualmente.

2.1.1 Sistemas Basados en Etiquetado (Tagging)

Una folksonomı́a es el resultado del etiquetado libre y personal de información

y objetos en Internet para la propia recuperación. El etiquetado es desempeñado en

un ambiente social (compartido y abierto a otros). La acción de etiquetar se realiza

por la persona que consume la información.

Los sistemas basados en etiquetado (tagging) permiten a los usuarios catego-

rizar las fuentes de información web mediante etiquetas (tags), que son palabras

clave (keyword) elegidas libremente, con el fin de encontrar posteriormente dichas

fuentes de información. Parece ser un modo natural de los usuarios para clasificar

objetos y una forma atractiva de descubrir nuevo material.

Mientras que los sistemas tradicionales de búsqueda, generan los resultados de

la consulta basándose en métodos de ranking, por ejemplo asignando a los términos

de sus bases de datos un peso de acuerdo a su frecuencia, los sistemas basados en

etiquetado generan los resultados de la consulta recuperando todas las fuentes de

información que previamente han sido etiquetadas con esa marca y ordenando los

resultados en base a distintos factores, como pueden ser la actualidad con que se ha
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2.1 Antecedentes de la Tag Cloud

etiquetado, el número de veces que se le ha asignado esa etiqueta o el número de

usuarios que han marcado esa fuente de información.

Tagging es también un proceso de indexación social, donde los usuarios pue-

den compartir las etiquetas y las fuentes de información construyendo un ı́ndice

social de etiquetas, que es lo que llamamos folksonomı́a. Ası́, las etiquetas pue-

den ser asignadas manualmente o mediante indexación automática. La indexación

automática se producirı́a al compartir una fuente de información que ya ha sido

etiquetada por otros usuarios y que, al formar parte de la folksonomı́a, se indexarı́a

automáticamente a las etiquetas con que otros usuarios hubieran marcado previa-

mente esa fuente de información.

Una folksonomı́a permite que cualquier usuario pueda acceder a cualquier fuen-

te de información web previamente etiquetada, basándose en dos paradigmas prin-

cipales: IF (Information Filtering) e IR (Information Retrieval).

En IF los usuarios juegan un papel pasivo, esperando que el sistema mande

información a través de él de acuerdo con algún perfil previamente definido. Las

herramientas de etiquetado social (social bookmarking) permiten el acceso IF des-

de que un usuario puede subscribirse a un conjunto de etiquetas especı́fico vı́a RS-

S/Atom Syndication y estar alertado cuando una nueva fuente de información sea

indexada con este conjunto de etiquetas.

Por ejemplo, usamos IF cuando nos suscribimos a una lista con el fin de que

el sistema nos mande información cuando algo nuevo aparezca. Supongamos que

un usuario está interesado en “viajes”, “gastronomı́a” y “música” y marca estos

campos en un formulario como campos de su interés para que le envı́en información

a su correo. La información que reciba habrá sido obtenida mediante IF y “viajes”,

“gastronomı́a” y ”música” habrán actuado como etiquetas.

Por otro lado, IR consiste en una búsqueda activa de la información, mediante

consulta y exploración. Se busca por etiquetas, obteniendo una lista ordenada de

fuentes de información en relación con esas etiquetas y posteriormente se esca-

nea o explora dicha lista. El sistema puede proveer incluso una lista de etiquetas

relacionadas, permitiendo la exploración de hipertexto.

Por ejemplo, usamos IR cada vez que buscamos a través de un buscador como

Google. Esta búsqueda se considera activa. Los términos introducidos en la con-

13



2. ANTECEDENTES

sulta actúan como etiquetas y el usuario es el que discrimina entre las fuentes de

información recuperadas.

Aunque una folksonomı́a se define comúnmente como un espacio plano de pa-

labras clave, sin ninguna relación semántica entre etiquetas previamente definida,

diferentes estudios demuestran que las relaciones de asociación y herencia entre

etiquetas se pueden inferir desde el análisis de la co-ocurrencia [HM06] y puede

ser representada de distintas formas, tales como tensores o hipergrafos [Mar12].

Marinho et al. [Mar12] definen la folksonomı́a como una estructura relacional

F := (U,R, T, Y ) donde:

U,R y T son conjuntos finitos disjuntos no vacı́os, cuyos elementos son los

usuarios, las fuentes de información y las etiquetas respectivamente.

Y es el conjunto de relaciones ternarias entre ellos; Y ⊆ U × R × T , cuyos

elementos son las asignaciones de etiquetas por los usuarios a las fuentes de

información.

Un post corresponde al conjunto de etiquetas asignadas por los usuarios para

una determinada fuente de información, esto es, la trı́ada (u, r, Tu,r) con u ∈
U , r ∈ R y siendo el conjunto no vacı́o Tu,r := {t ∈ T |(u, r, t) ∈ Y }

Lo que se considere como fuente de información dependerá del tipo de sistema.

Yager y Reformat [Yag10] modelan la folksonomı́a a través de conjuntos di-

fusos. Para ello, entienden que una fuente de información puede ser un conjunto

difuso sobre las etiquetas, ya que una única fuente de información estará marcada

con un número determinado de etiquetas, cada una de las cuales tendrá un grado

de pertenencia a dicha fuente de información. Este grado de pertenencia se calcula

en base al número de veces que la etiqueta se asigna a la fuente de información. A

su vez, las etiquetas también pueden representarse como conjuntos difusos sobre

las fuentes de información. Esto traerı́a una nueva dimensión a la tag cloud, la di-

mensión de “grado”, proporcionando una forma de formalizar la imprecisión. Una

vez que las relaciones entre etiquetas y fuentes de información se han expresado a

través de conjuntos difusos, pueden aplicarse técnicas basadas en lógica difusa para

razonar acerca de la similaridad entre las etiquetas o las fuentes de información.
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2.1 Antecedentes de la Tag Cloud

La tag cloud es una visualización usada por los sistemas basados en tagging

como interfaz de recuperación visual de información, que además de representar el
conocimiento, permite la navegación [HM06] a través de éste. La tag cloud tras-
lada el vocabulario emergente de una folksonomı́a en una herramienta social de
navegación [Sin08].

Cuando un usuario pulsa con el ratón sobre una etiqueta en la tag cloud, obtiene
una lista ordenada de fuentes de información descritas por la etiqueta, ası́ como
otras etiquetas relacionadas, por lo que sirven como tablas de contenidos o ı́ndices
que se crean automáticamente [Riv07].

En las tag clouds se representan normalmente las etiquetas usadas con más
frecuencia. Se definen como colecciones de palabras usadas para representar los
conceptos presentes en grandes bases de información, teniendo en cuenta la fre-
cuencia de estos conceptos, la actualidad e idealmente las asociaciones entre ellos.
Cada etiqueta se representa con diferente tamaño y color (el tamaño de las etiquetas
suele determinar su frecuencia y el color algún otro atributo como su actualidad,
por ejemplo puede utilizarse rojo brillante para la más reciente y gris oscuro para
la más antigua [Kuo07]), aunque la mayorı́a de las veces el color se usa de forma
arbitraria, simplemente para hacer el diseño más llamativo.

Sinclair y Cardew-Hall [Sin08] realizaron un estudio sobre la utilidad de las
folksonomı́as, llegando a la conclusión de que éstas son más útiles cuando la búsque-
da es general que cuando es especı́fica. En el caso de la búsqueda especı́fica, los
usuarios prefieren la búsqueda por palabras clave que el mismo usuario introduce.

Hsieh y Cho [Hsi12] presentan un trabajo donde afirman que el etiquetado so-
cial, a pesar de ser incontrolado y añadir información superflua, es suficiente para
encontrar términos similares a la consulta como sugerencias para la búsqueda. A
pesar de presentar la popularidad y la falta de relaciones entre etiquetas, tomando
éstas como entidades, como inconvenientes, estos se aminoran a través de estrate-
gias basadas en pesos y probabilidades.
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2. ANTECEDENTES

Aspectos Positivos y Negativos de los Sistemas Basados en Etiquetado o
Tagging

Aspectos Positivos

Una gran ventaja del etiquetado aparece cuando no tenemos claramente de-

finida la información que necesitamos, ya que facilita la exploración a través

de la tag cloud.

Otras ventajas de la folksonomı́a según Hassan-Montero y Herrero-Solana

[HM06] son las siguientes:

• La folksonomı́a refleja directamente el vocabulario de los usuarios, lo

que permite a los usuarios establecer sus necesidades reales y su len-

guaje. La mejor forma de obtener un ı́ndice centrado en el usuario es

que el mismo usuario genere ese ı́ndice.

• Como las folksonomı́as emergen del acuerdo colectivo, las etiquetas

son más precisas y meditadas y su significado más democrático que si

hubieran sido asignadas por una sola persona.

• Cuando el proceso de indexación se obtiene mediante agregación se

reduce la inconsistencia que existe cuando diferentes usuarios utilizan

diferentes términos ı́ndice para describir el mismo documento.

• Las folksonomı́as permiten descubrir información por casualidad o azar.

Un aspecto positivo de los sistemas basados en tagging es que pueden be-

neficiarse de la personalización para mejorar la consistencia de las etiquetas

usadas en la comunidad y la efectividad de una consulta. La personalización

puede llevarse a cabo combinando las preferencias del usuario con la opinión

general de los demás usuarios dentro del entorno colaborativo [Wan10]. Esta

personalización incluye tareas comunes como la recomendación.

La recomendación reduce el tiempo consumido por los usuarios. Las etique-

tas recomendadas pueden ser filtradas por los usuarios o por las fuentes de

información. Si volvemos a la definición de Marinho en al. [Mar12] de folk-

sonomı́a, tendrı́amos que para un usuario u ∈ U y una etiqueta t ∈ T , el
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2.1 Antecedentes de la Tag Cloud

sistema de recomendación predicirá las etiquetas en Tu \ {t} relacionadas

con t.

Golub et al. [Gol09] realizan un estudio en el que demuestran que el etique-

tado social combinado con sugerencias del lenguaje colaborativo facilita la

producción de etiquetas a usar, produce consistencia e incrementa el número

de puntos de acceso en la recuperación de la información.

Zubiaga [Zub12] combina el etiquetado social con la enciclopedia colabo-

rativa “Wikipedia” y muestra como se mejora con ello la navegación y la

búsqueda, ya que las etiquetas permiten recuperar los artı́culos más popula-

res y a su vez hacen de filtro y de pivote en la exploración cuando se buscan

etiquetas relacionadas.

Este mismo autor resume las ventajas del etiquetado del siguiente modo:

• Proporciona nuevos términos no existentes

• Proporciona nuevos caminos en la navegación a través de etiquetas

• Ayuda a mejorar la búsqueda

• Permite descubrir los artı́culos más populares

Aspectos Negativos

La primera dificultad que encuentran los sistemas basados en tagging apare-

ce cuando distintos usuarios utilizan diferentes etiquetas para el mismo do-

cumento. Este tipo de problema se basa fundamentalmente en el lenguaje, en

las relaciones léxicas entre las palabras, en la polisemia, sinonimia, ası́ como

de la opinión de la persona que añade la etiqueta a una determinada fuente de

información. Teniendo en cuenta estos aspectos, la búsqueda a través de una

tag cloud puede estar muy limitada, aunque puede mejorar si se le aplican

técnicas de clustering [Beg06].

Los diseñadores de los sistemas basados en tagging no establecen ninguna

diferencia entre etiquetar personas y etiquetar objetos. Por ejemplo, la ma-

yorı́a de las etiquetas que se usan sobre uno mismo, son aquellas que mejoran

la percepción de los demás, es decir, no suelen usarse únicamente como mera
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2. ANTECEDENTES

presentación, por lo que no se deberı́a usar la misma tecnologı́a en el trata-

miento entre unas y otras etiquetas [Rab12].

Por otro lado, la forma que tiene los sistemas basados en etiquetado de or-

denar los resultados de la consulta, puede no ser relevante, ya que muchos

sistemas ordenan estos resultados basándose en actualidad con que las fuen-

tes de información han sido etiquetadas o el número de usuarios que las ha

etiquetado [Sin08].

Hsieh et al. [Hsi06] resumen en las siguientes las limitaciones de una folkso-

nomı́a:

1. Homonimia

2. Sinonimia (incluyendo plurales y conjugados)

3. Acrónimos

4. Espacios, sı́mbolos y palabras múltiples (ej. “nyc”, “New York”, “new-

yorkcity”,”newyork”, etc.)

5. Ruido (etiquetas irrelevantes o mal escritas)

6. Variación en el nivel básico ( etiquetas como “Perl” o “JavaScript” pue-

den ser muy especı́ficas para algunos usuarios, mientras “programa-

ción” puede ser demasiado general para otros).

7. Etiquetas públicas y privadas (“coche” es una etiqueta pública, “mi co-

che” serı́a una etiqueta privada)

Sin embargo, Wu et al. [Wu06] demostraron que es posible extraer etique-

tas con utilidad colectiva de la suma de etiquetas asignadas libre e indivi-

dualmente, resolviendo automáticamente los problemas de ambigüedad de

etiquetas.

Por su lado, Bar-Ilan et al. [BI08] nos dicen que resulta más útil el etiqueta-

do estructurado, es decir, proveer etiquetas según un contexto (como rellenar

una lista de descripciones) que el etiquetado desestructurado (añadir etique-

tas libremente), ya que proporciona mayor información descriptiva, aunque
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presenta algunos problemas y para la recuperación de información a veces es

mejor el uso del etiquetado libre.

Pero a pesar del potencial de los sistemas basados en etiquetado para IR, que-

da mucho por descubrir sobre la efectividad y utilidad de las folksonomı́as.

Evaluación de la Utilidad de la Folksonomı́a
Según Hassan-Montero y Herrero-Solana [HM06] la efectividad puede medirse

mediante dos parámetros:

1. La especificidad término-etiqueta→ Número de fuentes de información des-

critas por una etiqueta.

2. La exhaustividad indexación-etiqueta → Número de etiquetas asignadas a

una fuente de información.

Una etiqueta “amplia” conlleva una alta recuperación de información y una baja

precisión, por lo que es acertada en la exploración (búsqueda general) mientras que

una etiquetada “escasa” conlleva baja recuperación y alta precisión, por lo que es

más acertada en la consulta (búsqueda especı́fica).

Suelen asignarse etiquetas amplias porque requieren menor esfuerzo cognitivo,

por lo que suelen tener baja especificidad, lo que las hace mejores para explorar

que para consultar.

Al mismo tiempo, la exhaustividad en etiquetado suele ser bastante baja, ya que

en el 90 % de los casos los usuarios asignan menos de 5 etiquetas a cada fuente de

información.

La baja especificidad y exhaustividad son razonables considerando que el bajo

coste cognitivo del etiquetado es uno de los principales factores de su popularidad.

Una vez vistos los antecedentes referentes a los sistemas basados en tagging y

las folksonomı́as, pasamos a ver los de la tag cloud que, como hemos dicho, es la

visualización que usan estos sistemas como interfaz de recuperación visual. Es en

el uso de esta herramienta en el que basamos nuestro interés, ya que la utilizaremos

para identificar el contenido textual de las bases de datos y como asistente para la

consulta y la exploración de la información.
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2.1.2 Diferentes Terminologı́as para la Tag Cloud

Aunque la mayorı́a de los autores y usuarios usan la terminologı́a tag cloud para

referirse a una visualización del texto en forma de nube de palabras con distintos

tamaños de fuente indicando la popularidad de la palabra, muy pocos conocen el

verdadero significado de las tag clouds. ¿Se extraen del texto? ¿Cuándo decimos

popularidad nos referimos a la frecuencia o número de ocurrencias de la palabra en

el texto?

Para contestar estas preguntas pasaremos a distinguir entre word cloud y tag

cloud, aunque casi todos los autores usan la terminologı́a tag cloud de manera

indistinta para referirse a ambos conceptos.

La tag cloud es la visualización emergente de los sistemas basados en tagging.

Tag significa etiqueta o marca. Por lo tanto, la tag cloud es una nube de etiquetas o

marcas. Las etiquetas pueden componerse de una o más palabras y son asignadas

por el usuario para categorizar las fuentes de información encontradas en la Web.

Los términos en una tag cloud no son extraı́dos del texto, si no que son marcas

libres que han asignado anteriormente los usuarios a las fuentes de información

en los sistemas que lo permiten. Las tag clouds permiten la navegación, por lo

que las etiquetas trabajan como enlaces a las fuentes de información o páginas

web marcadas. Cuando hablamos de frecuencia de las tags, hablamos del número

de veces que esa etiqueta ha sido asignada, por lo que esta frecuencia también

se conoce como popularidad. Ası́, lo que se representa en una tag cloud son las

etiquetas más populares.

Sin embargo, muchos trabajos que hablan de la extracción de tag clouds, en

realidad se refieren a la extracción de word clouds (término introducido por Viégas

y Wattenberg [Vié08] ).

El objetivo de una word cloud es analizar el texto, permitiendo a los usuarios

el examen de documentos secuenciales de una forma rápida. Lo que se muestra

en este caso es la frecuencia de las palabras en un pasaje de texto en lugar de las

etiquetas de un sitio web.

También en la word cloud los términos pueden componerse de una, dos o más

palabras. Aunque, tradicionalmente tanto en la word cloud como en la tag cloud la

tendencia es incluir términos de sólo una palabra.
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Recientemente, han surgido gran número de herramientas para generar word

clouds, bien de un texto proporcionado por el usuario o bien de cualquier sitio cuya
dirección web facilita el usuario. Ejemplos de estas herramientas son ManyEyes 1,
Wordle 2 , Neoformix 3, TagCrowd 4 o Tag Cloud Generator 5.

Existe una tercera nomenclatura en relación con las nubes de palabras: la da-

ta cloud. Este término es introducido por Koutrika et al. [Kou09a], [Kou09b] para
referirse a nubes construidas sobre bases de datos estructuradas a partir de los re-
sultados obtenidos con la búsqueda por palabras clave, para guiar a los usuarios en
el refinamiento de esas búsquedas. Pero otros utilizan este término con acepción
diferente; en la Web podemos encontrar referencias a la data cloud como nube de
datos, es decir, como nube donde las etiquetas son dı́gitos y no palabras.

Por último, haremos referencia a la text cloud, aunque son más las nomencla-
turas derivadas de este tipo de visualizaciones. Hay quien utiliza el término text

cloud como otra forma de llamar a la word cloud. Generalmente la terminologı́a
text cloud se utiliza para referirse a una visualización de la frecuencia de las pa-
labras que conforman un texto especı́fico, presentada en forma de lista ponderada.
Esta técnica es conocida por su uso para analizar las palabras más usadas en los
discursos polı́ticos. El propósito de la text cloud es principalmente la comprensión
del texto, mientras que el de la tag cloud es el acceso o la navegación a través de la
información.

Una vez definidas las diferentes terminologı́as, en este trabajo se utilizará in-
distintamente el término tag cloud por ser el comúnmente aceptado para cualquiera
de estos tipos de estructuras de visualización, aunque basaremos nuestro interés en
la word cloud. También se hablará de la data cloud tal como la definieron Koutrika
et al. [Kou09a] y de los aspectos clásicos de la tag cloud en el sentido estricto del
término.

1http://manyeyes.alphaworks.ibm.com/manyeyes/
2http://www.wordle.net/
3http://neoformix.com/
4http://tagcrowd.com/
5http://www.tagcloud-generator.com/
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2.1.3 Revisión Bibliográfica

Revisión Bibliográfica de la Tag Cloud
Aunque el aspecto básico de la tag cloud (combinación de palabras con distin-

tos tamaños) estriba desde hace más de 90 años, la tag cloud con el propósito que

hoy le damos (representación visual de una colección de texto) tiene su primera

aparición en el año 1976 en un experimento llevado a cabo por el psicólogo social

Stanley Milgram. El experimento consistió en pedirle a la gente que nombrara pun-

tos de interés en Parı́s con el fin de crear un mapa colectivo de la ciudad usando

diferentes tamaños de fuente para mostrar la frecuencia en que se mencionó cada

lugar [Mil76].

Casi 20 años después, estos diagramas se creaban mediante ordenador, pero de

modo ficticio en una novela de Douglas Coupland en 1995. En esta novela uno

de los personajes hacı́a un programa para seleccionar al azar frases de su diario

electrónico, frases que se mostraban visualizadas en el libro.

En 1997, el programador Jim Flanagan, tomando las ideas de Milgram y Dou-

glas, creó un script en Perl para añadir términos de búsqueda a su página web,

variando el tamaño de los términos.

Sobre el 2001 las tag clouds empezaron a usarse en el mundo de las finanzas,

la revista Fortune [For01] representó en un mapa el paisaje corporativo con masas

circulares de texto que mostraban las 500 mayores corporaciones en el mundo.

Cada nube representaba las compañı́as de cada paı́s.

En 2002 Flickr 1, que es un sitio web bastante popular basado en compartir

imágenes entre los usuarios, empezó a necesitar una forma de clasificar o etiquetar

estas imágenes. Tomando la idea de Flanagan, creó una tag cloud que mostraba la

popularidad de las etiquetas usando distintos tamaños de fuente [Vié08].

Por otro lado, existen numerosos sitios web que usaban el etiquetado incluso

antes de que existiera, como Yahoo o Open Directory (dmoz.org),que usaban técni-

cas semi-automáticas basadas en el control del vocabulario.

En 2005 Shaw [Sha05] representó la tag cloud como un grafo donde los nodos

simbolizan las etiquetas y los ejes, las relaciones de similaridad entre nodos.

1http://www.flickr.com/
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2.1 Antecedentes de la Tag Cloud

En 2006 Bielenberg y Zacher [Bie05] presentaron la tag cloud con forma cir-

cular. El tamaño de la fuente y su distancia al centro representaban la importancia

de la etiqueta, pero la distancia entre etiquetas no representaba su similaridad.

Simon et al. [Sim10] en 2010 presentaron un sistema basado en la Web para

anotar viejos mapas digitalizados usando metadatos bibliográficos y referencias

geográficas asociadas al mapa. Este sistema permitı́a a su vez que los usuarios

crearan enlaces a fuentes de información relacionadas en otras bases de datos, con

lo que era una herramienta colaborativa y a la vez automática.

En 2011, continuando la misma idea, Hahmann y Burghardt [Hah11] usan una

técnica que se sirve de tag clouds sobre mapas cartográficos y que denominan “Ma-

ple”. La idea de esta técnica es representar sobre las distintas secciones del mapa,

contenido verbal adicional, es decir, palabras extraı́das de la semántica contenida

en las caracterı́sticas de esa sección: restaurantes, rutas, servicios, etc.

En este mismo año, Kim et al. [Kim11] construyen un grafo similar al de Shaw

[Sha05] mediante una técnica que denominan “WordBridge”, en la que, tanto los

nodos como los enlaces entre estos están formados por tag clouds. Usando esta

visualización se puede deducir no sólo las relaciones que existen entre entidades y

sus conexiones, si no también la naturaleza de estas relaciones a través del uso de

palabras clave representativas en nodos y ejes.

En la actualidad, numerosos sitios web como Delicious 1, presentan un sistema

de etiquetado caracterizado porque permite que cualquier usuario pueda etiquetar

cualquier fuente de información web de forma ciega, es decir, sin ver las etiquetas

asignadas por otros usuarios para la misma fuente de información.

Revisión Bibliográgica de la Word Cloud

El concepto de word cloud no es tan antiguo como el concepto de tag cloud, de

hecho, seguramente nació a partir de ésta, aprovechando la forma de visualización,

pero empleando esta visualización para términos extraı́dos del texto en lugar de

para etiquetas asignadas libremente, mediante un mismo criterio de selección: la

frecuencia.

1http://delicious.com/
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En esta lı́nea tenemos algunos trabajos. Por ejemplo, en 2007, Kuo et al. [Kuo07]

describieron una aplicación que se servı́a de word clouds para resumir los resulta-

dos de las consultas que se realizan sobre una base de datos biomédica.

En 2008, Viégas y Wattenberg [Vié08] criticaron la tag cloud cuando se usa con

fines analı́ticos, proponiendo la word cloud como herramienta de análisis alternati-

va.

Estos mismos autores en 2009 [Vié09] , presentan una herramienta de visuali-

zación de texto en forma de nube, donde los términos se extraen directamente del

texto, es decir, presentan una herramienta para la generación de word clouds. Esta

herramienta, “Wordle”, actualmente es muy popular y usada por gran número de

usuarios.

También en 2009, Van Ham et al. [VH09] presentan una técnica para visulizar

word clouds en forma de grafo.

En 2010, Cui et al. [Cui10] exponen un método para representar word clouds

de forma dinámica. Lo que hacen es visualizar un conjunto de word clouds en

diferentes instantes de tiempo, resaltando los cambios en el contenido para apreciar

como evoluciona el vocabulario a través del tiempo.

En 2012, algunos autores como Hsieh y Cho [Hsi12] y Zubiaga [Zub12] ex-

perimentan extrayendo una tag cloud de una base de datos con los artı́culos de

la enciclopedia colaborativa “Wikipedia”, demostrando que el uso de la tag cloud

mejora la navegación y la búsqueda en “Wikipedia”.

Actualmente son muchas las herramientas que podemos encontrar en la Web

para la generación de word cloud, algunas de las cuales ya han sido citadas ante-

riormente.

Revisión Bibliográfica sobre Tag Clouds Multitérmino
No existen muchos trabajos sobre tag clouds multitérmino.

En 2006, Panunzi et al. [Pan06] realizaron un estudio para evaluar la diferencia

entre una técnica de extracción de palabras clave de un sólo término y otra que

permitı́a extraer palabras clave de más de un término, demostrando que las palabras

de más de un término se consideraban más descriptivas y permitı́an la identificación

del contenido.
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2.1 Antecedentes de la Tag Cloud

En 2007, Don et al. [Don07] señalaron algunas desventajas de las herramientas

utilizadas en los sitios sociales como Delicious, indicando que estas se solventaban

con uso de “multitérminos”.

En 2008, Agili et al. [Agi08] utilizaron la técnica de Panunzi et al. [Pan06] para

la extracción de palabras clave multitérmino.

Ese mismo año, Watters [Wat08] creó una herramienta que permitı́a el empleo

de “multitérminos” en lugar de palabras simples.

A partir de 2010, empezamos a encontrar un mayor número de autores que em-

plean etiquetas multitérmino en diversos trabajos. Es el caso de Kaptein y Marx

[Kap10], que resumen el contenido de discursos polı́ticos a través de word clouds.

Estos autores facilitan que en la word cloud aparezcan etiquetas “bitérmino”, ale-

gando que la interpretación del contenido es más sencilla a partir de bitérminos

que usando únicamente palabras aisladas, ya que los bitérminos matizan el contex-

to. Otro caso es el de Choudhury y Breslin [Cho10], que describen un sistema para

anotar y recuperar vı́deos a través de etiquetas semánticas. Esta semántica la pro-

porcionan también a través de etiquetas bitérmino, explicando que son más precisas

y descriptivas que las de un sólo término.

Otros autores, como Durao et al. [Dur12] apuestan por agrupar las palabras

relacionadas en la misma lı́nea dentro de la tag cloud mediante mecanismos de

clustering, lo que serı́a innecesario si se permite el uso de multitérminos.

Revisión bibliográfica sobre clustering y herencia en la tag cloud
En 2006 Begelman et al. [Beg06] afirmaron que la búsqueda es sólo el primer

paso de la exploración y que el usuario continúa explorando, lo que es posible

únicamente si las etiquetas están agrupadas en clusters. Esto mismo se estudia en

una tesis presentada en la Universidad de Taiwan [Yu06].

Ese mismo año, Hsieh et al. [Hsi06] presentaron el concepto de herencia en-

tre etiquetas, que permitı́a obtener mayor información para la recomendación y la

búsqueda. Esta herencia, es introducida a su vez por otros autores en sus trabajos,

como es el caso de Heymann et al. [Hey06]

En 2007 Grahl et al. [Gra07] combinan los conceptos de clustering y herencia

en las “folksonomı́as” (se hablará de este término más adelante).
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Papadopoulos et al. [Pap10] estudiaron alternativas para la aplicación de estas

técnicas, como es la construcción de un esquema gráfico basado en clustering para

la identificación de etiquetas relacionadas.

Trattner et al. [Tra11] abordan algunos problemas sobre la navegabilidad de las

tag clouds mediante un modelo de generación basado en herencia que se sirve de

contenido web estructurado.

Y podemos ver un enfoque para la creación de clusters interpretables y recon-

figurables en Balachandran et al [Bal12], mientras Durao et al. [Dur12] proponen

un algoritmo espectral de clustering.

Hoy en dı́a, numerosos sitios emplean técnicas de clustering y/o herencia en sus

páginas, por ejemplo Flirckr utiliza clusters que proporcionan etiquetas populares

agrupadas junto a sus etiquetas relacionadas, HubLog 1 permite a los usuarios la

exploración entre las etiquetas relacionadas de Delicious, Netr.it 2 construye una

red, extensible de forma manual, de las co-ocurrencias de las etiquetas personales

de cada usuario de Flirckr y Semantic Cloud 3 genera una tag cloud semántica a

través de técnicas clustering y ofrece la posibilidad de recuperación en forma de

herencia.

Sin embargo, la aplicación de las técnicas de clustering dentro de las folkso-

nomı́as continúa presentando retos importantes debido a la alta dimensionalidad de

los datos y el gran número de etiquetas a ser agrupadas. Este problema empeora

cuando los clusters no contienen descriptores, ya que son difı́cilmente interpreta-

bles por el usuario. Es por esto que autores como Morik et al. [Mor12] continúan

estudiando mecanismos de clustering que mejoren los actuales y proponen una

técnica de clustering consistente en la optimización de una función multi-objetivo

que evalúa conjuntamente las métricas de cobertura, solapamiento y simplicidad

(ver distintas métricas en Sección 2.1.4).

1http://hublog.hubmed.org/
2http://www.netr.it/
3http://semanticcloud.rieskamp.info/
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2.1 Antecedentes de la Tag Cloud

2.1.4 Caracterı́sticas de la Tag Cloud

Funciones
Entre las funciones que desempeñan las tag clouds cabe destacar [Riv07]:

La búsqueda o localización de un término especı́fico o de un concepto.

La exploración cuando no se tiene en mente ningún objetivo concreto.

La captura de lo esencial cuando se mira a la tag cloud y se toma conciencia

de los temas más relevantes.

El reconocimiento de las entidades que probablemente están representadas.

Además las tag clouds sirven para asistir a los usuarios, que en el momento de

usar el sistema de búsqueda, no tengan definidas claramente sus necesidades, faci-

litando la expresión de la necesidad en aquellas situaciones en las que el usuario no

sea capaz de formular la consulta, pero sı́ reconocerla entre el conjunto de posibles

consultas representadas por cada una de las etiquetas. Ası́ mismo, en las tag clouds

que se generan a partir de una consulta, se le puede ofrecer al usuario una guı́a

visual que le permita el refinamiento de dicha consulta [HM10].

Las tag clouds han ido incrementando su popularidad como visualizaciones en

páginas web personales y comerciales, en blogs y en sitios que comparten informa-

ción social como Flickr y Delicious, aunque también se usa este tipo de visualiza-

ción en otros muchos ámbitos, para analizar texto, para búsqueda o para representar

categorı́as. Pero la forma de extraer los términos de la tag cloud no será la misma

dependiendo del ámbito en que se use.

Aspectos Positivos y Negativos

Aspectos Positivos

Según Hearst y Rosner [Hea08], la representación realizada a través de una

tag cloud es compacta y facilita que el usuario se fije en los términos con
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mayor tamaño o más importantes. Además permite que se representen si-

multáneamente al menos tres dimensiones: las palabras, su importancia rela-

tiva y cualquier tipo de orden, como por ejemplo el orden alfabético. Aunque

con el uso del color y otras estrategias, podrı́an representarse muchas más.

Las tag clouds creadas a partir de etiquetas asignadas por los usuarios, además

son útiles para reflejar las nuevas tendencias, ya que los usuarios perciben

más las etiquetas con mayor tamaño, con lo que se percatan cuando una nue-

va etiqueta con gran tamaño aparece dentro de la tag cloud. Esta nueva eti-

queta refleja los nuevos intereses de los usuarios.

Las tag clouds son útiles para sugerir términos de búsqueda y ahorrar al

usuario esfuerzo cognitivo. Esta utilidad se incrementa cuando buscamos en

páginas no escritas en nuestra primera lengua.

Por otro lado, la tarea de la búsqueda y la exploración a través de bases de

datos, es una tarea realizada únicamente por expertos que conocen el lenguaje

de consulta y están familiarizados con el esquema de la base de datos. La

tag cloud puede facilitar la búsqueda y la exploración en una base de datos a

través de su visualización, por lo que puede ser usada fácilmente por usuarios

sin experiencia [Leo11].

Aspectos Negativos

Muchos han criticado las tag clouds que derivan de las folksonomı́as en ge-

neral, alegando entre otras cosas, que el hecho de que un término sea popular

no significa que sea relevante, por lo que las tag clouds a veces dificultan la

búsqueda de términos realmente útiles [Sin08].

Es difı́cil en una tag cloud comparar entre sı́ las etiquetas que tienen un ta-

maño similar. Ası́ mismo, se tiende a darle importancia a una etiqueta según

su tamaño, lo que puede causar problemas, ya que la longitud de la etiqueta

puede entrar en conflicto con el tamaño de la fuente, es decir, el usuario pue-

de confundir las etiquetas de mayor longitud con las de mayor tamaño, por

lo que la importancia vendrı́a dada en función del número de caracteres que

posee.
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Otro aspecto negativo de la tag cloud es que a través de ella no puede ac-
cederse a todos las fuentes de información de una base de datos de modo
directo. Si se refina la búsqueda mediante etiquetas relacionadas, obtendre-
mos las fuentes de información que estén etiquetadas con la etiqueta inicial
y la relacionada, con lo que si una fuente de información no presenta una
etiqueta en la nube inicial, es inaccesible desde la interfaz de búsqueda. El
número de fuentes de información ocultas desde la tag cloud se incremen-
ta proporcionalmente al número de fuentes de información totales (para un
número fijo de etiquetas en la visualización). En un experimento realizado
por Sinclair y Cardew-Hall [Sin08], el porcentaje de fuentes de información
ocultas permanecı́a casi constante en cada sesión con un valor aproximado al
55,5 %. Este porcentaje es mayor que si realizamos una búsqueda especı́fica
por palabras clave mediante el método tradicional de búsqueda.

A la hora de realizar una búsqueda mediante una tag cloud, es mayor el
número de consultas que se realizan que introduciendo directamente las pa-
labras clave para buscar, incluso cuando las palabras de la consulta aparecen
en la tag cloud, lo que sugiere que los usuarios se entretienen explorando el
entorno [Sin08].

Cuando las etiquetas se muestran ordenadas por su frecuencia o importancia,
no está claro que variando el tamaño de la fuente se obtengan ventajas sobre
el listado simple de los términos en orden de importancia. Quizás por esto,
este tipo de ordenación de etiquetas es poco usada.

Hassan-Montero y Herrero-Solana [HM06] además señalan las siguientes
restricciones que limitan la utilidad de la tag cloud como interfaz de recupe-
ración visual:

• El método para seleccionar las etiquetas se basa exclusivamente en la
frecuencia, lo que conlleva una alta densidad semántica, entendida co-
mo el grado en que las etiquetas presentes se solapan semánticamente
entre sı́, ya que los términos usados con mayor frecuencia son los que
menor valor de discriminación poseen [Sal75]. En otras palabras, las
tag clouds tienden a estar dominadas por unas pocas temáticas diferen-
tes.
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• Cuando la ordenación de las etiquetas dentro de la tag cloud es alfabéti-
ca no se facilita el escaneo visual para inferir relación semántica entre
las etiquetas.

En un experimento realizado por Sinclair y Cardew-Hall [Sin08] en el que se
preguntó a los participantes si preferı́an una interfaz de búsqueda tradicional
(donde el usuario introduce las palabras clave) o el uso de las tag clouds, la
mayorı́a de los participantes afirmó preferir la interfaz tradicional, alegan-
do que permitı́a mayor especificidad, aunque estos participantes no tenı́an
ninguna experiencia anterior en etiquetado, por lo que su respuesta podı́a
deberse a que el hecho de especificar la búsqueda les resultaba más familiar.

Helic et al. [Hel10, Hel11] resaltan otros inconvenientes con respecto a la
navegabilidad a través de tag clouds provenientes de folksonomı́as:

• La utilidad de las tag clouds para la navegación es sensible a la adopción
del lenguaje de los sistemas basados en tagging.

• Hay más etiquetas con altas frecuencias que fuentes de información
con altas frecuencias, con lo que la distribución de frecuencias domina
la distribución de fuentes de información y la navegación está centrali-
zada.

• Limitar la alta frecuencia de las etiquetas con tamaños “fuera de rango”,
convierte el sistema en vulnerable a la fragmentación, lo que destruye
la navegación a través de tag clouds.

Trattner et al. [Tra11] dan una solución a estos inconvenientes a través de
un modelo de navegación basado en herencia para la generación de las tag

clouds. A pesar de disminuir considerablemente con este modelo las búsque-
das fallidas a través de tag clouds, éste porcentaje continua siendo elevado,
un 27 % de las búsquedas no llegan a obtener el resultado esperado en el
experimento realizado por estos investigadores.
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Evaluación sobre la Utilidad de la Tag Cloud
Una tag cloud será efectiva si se compone de etiquetas significativas. Según

Aouiche et al. [Aou09] para determinar si una tag cloud se compone de etiquetas

significativas se calcula la entropı́a:

Sea t ∈ T una etiqueta de una tag cloud T:

Entropı́a(T ) = −
∑
t∈T

p(t)logp(t) (2.1)

donde

p(t) =
peso(t)∑
t∈T peso(t)

(2.2)

La entropı́a cuantifica la disparidad de pesos entre etiquetas. Si ésta es baja, la

tag cloud es significativa o efectiva, si es alta significa que los pesos de las etiquetas

son uniformes, lo que visualmente no es muy informativo.

Venetis et al. [Ven11] definen un conjunto de métricas para capturar las propie-

dades estructurales de la tag cloud, con el fin de evaluar la utilidad de ésta cuando

se pretende resumir con ella los resultados de la consulta y ayudar a la navegación

a través de estos resultados. Parten definiendo la tag cloud del siguiente modo:

Sea C un conjunto de objetos y T un conjunto de etiquetas. Sea q ∈ T un

conjunto consulta. Se define una tag cloud S como un subconjunto de etiquetas en

T para una particular consulta q.

Sea Cq ⊆ C el conjunto de resultados obtenidos con la consulta, Ct ⊆ C el

conjunto de objetos recuperados con cada etiqueta t en S yAq el conjunto asociado

a una etiqueta bajo la consulta q, Aq ⊆ Cq. Se define el siguiente conjunto de

métricas para S:

1. Cobertura. Nos da la fracción de Cq cubierta por S:

cov(S) =
|
⋃
t∈S Aq(t)|s,q
|Cq|s,q

(2.3)

Esta métrica toma valores entre 0 y 1. Si está cerca de 0, entonces S cubre po-

cos objetos en Cq, si por el contrario está cerca de 1, cubrirá muchos objetos

en Cq.
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2. Solapamiento. Diferentes etiquetas en S pueden estar asociadas al mismo

objeto en Cq. Con esta métrica se captura la extensión de tales redundancias:

over(S) = avgt1,t2∈S,t1 6=t2

{
|Aq(t1) ∩ Aq(t2)|1−s,q

mini∈{1,2}{|Aq(ti)|1−s,q}

}
(2.4)

Esta métrica también toma valores en el intervalo [0,1]. Si está cerca de 0,

la intersección de los conjuntos de asociación es muy pequeña, lo que revela

resultados distintos resultados distintos de la consulta con las etiquetas t1
y t2, es decir, existirá poco solapamiento. Si por el contrario, el valor de

está métrica está cerca de 1, el solapamiento será alto y las etiquetas no son

muy distintas una de otra.

3. Cohesividad. Mide la cercanı́a de los objetos en cada conjunto de asociación

Aq de S en función de las relaciones entre estos objetos.

4. Relevancia. Se define como el solapamiento entre Cq y Ct. Se calcula como

la fracción de resultados en Ct que también están en Cq.

5. Popularidad. Una etiqueta en S es popular en Cq si está asociada con nume-

rosos objetos en Cq.

6. Independencia. Dos etiquetas en S serán más independientes cuánto menos

similares sean entre sı́ los objetos que recuperan. La métrica en este caso

es similar a la de cohesividad, pero esta última se calcula para cada par de

conjuntos de asociación diferentes de las etiquetas en S.

7. Balance. Una tag cloud S será balanceada cuando las etiquetas en S repre-

senten un número similar de objetos en Cq. Para calcular el balance se hace

uso de la siguiente ecuación:

bal(S) =
mı́nti∈S{|Aq(ti)|}
máxtj∈S{|Aq(tj)|}

(2.5)

.
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Estas métricas pueden calcularse en función de las preferencias de cada uno
para evaluar la efectividad de una tag cloud especı́fica. Aquı́ se han especificado las
fórmulas de las métricas más relevantes, que serán las que usemos en el Capı́tulo
6. El resto de fórmulas pueden verse en [Ven11]. Durao et al. [Dur12] usan estas
métricas destacando como más importantes la de cobertura, de solapamiento y la
de relevancia, que las formulan como sigue a continuación:

Cobertura: cov(S) = |S|
|Cq | donde 0 < cov(s) < 1. Cuanto más próximo

esté este valor a 1, mayor será la cobertura.

Solapamiento: over(S) = avgti 6=tj
|ti∩tj |
|Cq | donde ti, tj ∈ S donde 0 < over(S)

< 1. Cuanto más próximo esté este valor a 1, mayor será el solapamiento, es
decir, la redundancia de las dos etiquetas.

Relevancia: rel(S) = avgt∈S
|Ct∪Cq |
|Ct| donde 0 < rel(S) < 1. Cuanto más

próximo esté este valor a 1, mayor será la relevancia de S para la consulta q.

Skoutas y Alrifai [Sko11] proponen además la métrica ‘“Selectividad” que
mide el número de objetos filtrados en una tag cloud cuando se selecciona una eti-
queta. Cuanto mayor sea el número de objetos filtrados sin relación con la etiqueta
seleccionada, mayor será el valor de esta métrica.

Morik et al. [Mor12] ponen de manifiesto que algunas de estas métricas están
en conflicto las unas con las otras, como es el caso de la cobertura y el solapa-
miento, ya que al aumentar la cobertura, también aumenta el solapamiento, que
nos interesa que sea mı́nimo. Esto dificulta las tareas de clustering que realizan
estos autores, por lo que proponen la optimización de una función multiobjetivo a
la hora de configurar los clusters que proporcione un valor óptimo simultáneo para
todas las métricas consideradas.

El Diseño
Existen diversos diseños para la tag cloud, diseños donde las etiquetas están

ordenadas alfabéticamente, por su frecuencia o según un determinado algoritmo,
diseños donde están ordenadas semánticamente o el usuario puede especificar sus
preferencias de clustering, diseños espaciales donde las etiquetas pueden represen-
tarse en lı́neas secuenciales, en forma de cubo, en forma de cı́rculo, etc.
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En un experimento realizado por Halvey y Keane [Hal07] en el que los par-

ticipantes debı́an encontrar un paı́s en una lista de 10 paı́ses, se demostró que la

visualización en las listas era mucho más rápida que en un diseño espacial y que

los listados alfabéticos fueron los más rápidos en todos los casos.

En el experimento realizado por Hearst y Rosner [Hea08], 7 de los 18 partici-

pantes no se dieron cuenta de que la tag cloud mostrada estaba organizada en orden

alfabético, dos de los cuales eran programadores que usaban las tag clouds en sus

propios sitios web y solı́an explorar con ellas.

Además, como afirman Morville y Rosenfeld [Mor06], el criterio de ordenación

alfabética sólo es útil cuando el usuario se encuentra realizando una búsqueda por

elementos sintácticos conocidos.

Otros investigadores, como Hassan-Montero y Herrero-Solana [HM06], reali-

zan diseños alternativos, proponiendo la aplicación de técnicas de clustering a la

tag cloud. Aunque en el estudio posterior, en el que realizan una evaluación me-

diante la técnica “eye-tracking” [HM10], estos mismos autores nos dicen que la

agrupación semántica no supone una mejora en términos de eficiencia en las tareas

de localización visual de las etiquetas. Para calcular la similaridad entre etiquetas

utilizan la co-ocurrencia relativa entre éstas.

En un diseño similar, Fujimura et al. [Fuj08] y Berlocher et al. [Ber08] utilizan

la similaridad del coseno como medida de similaridad entre etiquetas, pero nin-

guno de estos autores realiza un experimento para evaluar el efecto de aplicar estas

técnicas de diseño sobre los usuarios.

Sin embargo, es fácil encontrar diversas evaluaciones de distintos diseños, in-

cluyendo estos últimos, considerados diseños semánticos. Por ejemplo, Schrammel

et al. [Sch09] realizaron un experimento para evaluar los diseños alfabético, aleato-

rio y semántico, resultando el diseño alfabético el mejor valorado por los usuarios,

mientras que Lohmann et al. [Loh09] comparan los diseños alfabético, semánti-

co, circular (con las etiquetas más populares en el centro del cı́rculo) y secuencial

alfabético sin ponderar, encontrando que el mejor diseño depende de las intencio-

nes que tenga el usuario y el diseñador, por ejemplo, para encontrar una etiqueta

especı́fica, resultó ser mejor el diseño alfabético, para encontrar las etiquetas más

populares, el circular y para encontrar las etiquetas relacionadas con algún tema

determinado, el semántico.
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Visto el gran número de evaluaciones realizadas sobre el diseño de las tag cloud

que nos ofrecen conclusiones distintas, lo más razonable es pensar que, efectiva-

mente, un diseño será mejor que otro dependiendo de las intenciones del usuario o

de la tarea que se le pida realizar en el experimento.

Van-Ham et al. [VH09] introducen un nuevo diseño mediante una técnica para

construir mapas de textos sin estructura a la que llaman “phrase net”. En ella la

unidad de análisis es la frase, es decir, las relaciones entre las palabras que son

definidas en base a un modelo o al análisis sintáctico.

En la Figura (2.1) se pueden ver algunos ejemplos del diseño de diferentes tipos

de tag clouds.

Una desventaja importante de los principales diseños de las tag clouds es que

el vasto espacio en blanco entre las etiquetas las hace inapropiadas para disposi-

tivos con pequeñas pantallas, como PDAs o teléfonos móviles [Kas07] y según

muchos autores, si se comprime la nube para omitir estos espacios, el resultado es

antiestético (ver tag cloud 3 en Figura 2.1).

Viégas et al. [Vié09] proponen un diseño,” Wordle”, donde se omiten los es-

pacios en blanco entre etiquetas y éstas pueden aparecer tanto en sentido vertical

como horizontal o incluso diagonal (ver tag cloud 5 en Figura 2.1). Posteriormen-

te, Koh et al. [Koh10] lo mejoran, creando lo que denominan “ManyWordle”. La

diferencia principal con Wordle es que ManyWordle permite que los usuarios ma-

nipulen el diseño indicando la tipografı́a, la posición, la orientación y el color de

las etiquetas o la tag cloud, ası́ como la composición de esta última (ver tag cloud

6 en Figura 2.1).

Kaser y Lemire [Kas07] describen diferentes algoritmos para diferentes varia-

ciones del diseño de la tag cloud.

Con respecto a la localización de las etiquetas dentro del diseño de la tag cloud,

un experimento realizado por Rivadeneira et al. [Riv07] muestra que las etiquetas

representadas en el primer cuadrante de la tag cloud se recuerdan más por el usuario

que las etiquetas representadas en el resto de cuadrantes y que la proximidad de

las palabras no tiene efectos a la hora de recordarlas. Evidentemente, también se

recuerdan más aquellas con mayor tamaño.

Bateman et al. [Bat08], sin embargo, afirman que son las zonas centrales las de

mayor influencia visual.
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Tag Cloud 1
Tag Cloud 2

Tag Cloud 3
Tag Cloud 4

Tag Cloud 5
Tag Cloud 6

Figura 2.1: Distintos diseños de tag clouds
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Hassan-Montero et al. [HM10] realizan un estudio mediante eye-tracking o se-
guimiento visual, donde destacan como punto influyente en la exploración visual
las etiquetas de mayor tamaño y, dependiendo de la parte de la visualización en que
estén situadas estas etiquetas, se obtienen diferentes patrones de escaneo visual, lo
que explicarı́a las diferencias entre los dos trabajos anteriores.

2.1.5 Las Etiquetas en la Tag Cloud

Métodos para el Establecimiento de las Etiquetas
Distinguiremos entre distintos métodos dependiendo de si las etiquetas se ex-

traen del texto o se asignan manualmente por los usuarios.

Cuando las etiquetas se asignan libre y manualmente por los usuarios,
hay que establecer un ranking para determinar cuáles de estas etiquetas for-
marán parte de la tag cloud.

Algunos autores, han propuesto técnicas de SVD (Singular Value Decom-
position) para la selección de las mejores candidatas [Pro08] y de detección
automática de variantes sintácticas mediante funciones de similitud [Ast09].

Pero normalmente suele emplearse un ranking basado exclusivamente en la
frecuencia absoluta o relativa de las etiquetas.

Knautz et al. [Kna10] establecieron una segunda alternativa para la construc-
ción de este ranking, que resultó ser mejor según los usuarios encuestados en
su experimento. Esta segunda alternativa hace uso de la fórmula:

WDF · ITF =

[
log(frec(t, b)) + 1

logL

]
·
[
log

(
M

m

)
+ 1)

]
(2.6)

donde WDF es la frecuencia dentro del documento que toma logaritmos de
las ocurrencias relativas e ITF es la inversa de la frecuencia de cada etiqueta.
freq(t,b) es la frecuencia con que la etiqueta t se asigna a la fuente de infor-
mación b, L es número total de etiquetas de la fuente de información y M el
número de todas la etiquetas en la folksonomı́a, siendo m la ocurrencia de
una etiqueta en el conjunto.
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Skoutas y Alrifai [Sko11] realizaron un estudio donde compararon las distin-
tas estrategias de selección de etiquetas representadas en la tag cloud, resu-
miéndolas en las siguientes:

1. Estrategias basadas en la frecuencia.

a) Estrategias basadas en una puntuación proporcional a la fre-
cuencia.

b) Estrategias basadas en una puntuación del tipo WDF · ITF .
Según esta estrategia, se les da una mayor puntuación a las etique-
tas que están asignadas a una única fuente de información.

c) Estrategias basadas en una puntuación obtenida del grafo. Las
etiquetas con mayor puntuación son aquellas que ocurren conjun-
tamente con otras etiquetas, ya que son las que proporcionan infor-
mación de contexto.

2. Estrategias basadas en la diversidad. En los enfoques basados ex-
clusivamente en la frecuencia, la utilidad de cada etiqueta se calcula
de forma independiente, sin tener en cuenta el resto de etiquetas en
la tag cloud, lo que puede conllevar que algunos objetos estén sobre-
representados mientras que otros no tengan representación. Surgen por
esto las siguientes estrategias:

a) Estrategias basadas en la diversidad. El objetivo de esta estrate-
gia es seleccionar las etiquetas con menor similaridad. Una etiqueta
tendrá una alta utilidad si no hay otras en la nube con las que tenga
alta similaridad.

b) Estrategias basadas en la novedad. Con esta estrategia se da ma-
yor puntuación a las etiquetas asociadas a las fuentes de informa-
ción a las que no se puede acceder mediante otras etiquetas.

3. Estrategias basadas en un ranking de agregación. Estas estrategias
consideran otro aspecto a tener en cuenta en la selección de etiquetas, el
orden en que éstas se asignan a las fuentes de información, asumiendo
que existe correlación entre ese orden y la relevancia de la etiqueta para
la fuente de información marcada.
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Con posterioridad a esta propuesta de estrategias para la selección de etique-

tas, Skoutas y Alrifai [Sko11] realizaron un experimento con un conjunto

de datos extraı́dos de Flickr para probar qué estrategia funcionaba mejor,

para ello, se estudiaron las métricas: cobertura, solapamiento y diversidad.

Ası́ mismo, también se evaluó el coste de navegación, entendiendo por éste

la suma de todas las acciones que realiza el usuario hasta llegar a la fuente

de información requerida.

Los resultados obtenidos fueron que la estrategia basada únicamente en la

frecuencia absoluta/relativa, funcionaba bastante bien como método de se-

lección de etiquetas, mientras que la estrategia basada en un cálculo de la

frecuencia del tipo WDF · ITF daba unos resultados bajos para todas las

métricas, excepto la de solapamiento. La estrategia basada en el cálculo de

la frecuencia según el grafo tampoco mejoraba el valor de las métricas ob-

tenidas para la frecuencia absoluta/relativa teniendo además un mayor coste

computacional.

Sin embargo, las estrategias basadas en la diversidad, daban los mejores re-

sultados para todas las métricas, siendo la mejor la estrategia basada en la

novedad, especialmente por la métrica de cobertura, el bajo coste compu-

tacional, el bajo coste de navegación y por ofrecer las etiquetas más adecua-

das para la recomendación.

Las estrategias basadas en el ranking de agregación, funcionaron mejor que

las basadas en frecuencias, pero peor que las basadas en la diversidad.

Cuando las etiquetas se extraen del texto, generalmente habrá que realizar

primero una limpieza para eliminar las palabras vacı́as de significado y los

signos de puntuación.

Kuo et al. [Kuo07], generaron una aplicación para resumir los resultados de

las consultas realizadas sobre una base de datos biomédica. Esta aplicación,

respondı́a con tag clouds extraı́das de los resúmenes devueltos por las con-

sultas. La generación de las etiquetas de estas tag clouds se llevó a cabo

considerando los siguientes pasos:
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1. Eliminar, para cada resumen, las palabras que no aportan información:
“la”, “de”, “con”, “y”, etc., ası́ como las puntuaciones y sı́mbolos.

2. Eliminar los sufijos aplicando el algoritmo de stemming de Porter y
usar las raı́ces de las palabras como etiquetas.

Después de generar la lista de etiquetas que describe la respuesta de la con-
sulta, calcularon la frecuencia relativa y la actualidad de cada etiqueta. Sólo
tuvieron en cuenta las etiquetas que tenı́an una frecuencia de al menos el
10 %. Calcularon la actualidad como la media de la fecha de publicación de
los resúmenes en los que aparece la etiqueta en cuestión.

Al pulsar con el ratón sobre una etiqueta, aparecı́a una lista de palabras que
compartı́a el mismo prefijo con diferentes sufijos y un enlace al conjunto de
resúmenes que contienen la etiqueta.

En otros casos, se usan alternativas a la frecuencia de las etiquetas para con-
siderar éstas como aptas para estar en la tag cloud, como por ejemplo algún
tipo de probabilidad como la calculada por Kaptein y Marx [Kap10].

Establecimiento del tamaño de las etiquetas
Sinclair y Cardew-Hall [Sin08] utilizaron esta forma para determinar el tamaño

de las etiquetas en función de su frecuencia:

TagSize = 1 + C · log (fi − fmin + 1)

log (fmax − fmin + 1)
(2.7)

donde fi es la frecuencia de la marca, fmin y fmax son las frecuencias mı́nima
y máxima respectivamente y C es una constante que determina el tamaño máximo
del texto.

Evaluación de la utilidad de las etiquetas
Sin conocer la motivación de los usuarios a la hora de etiquetar una fuente de

información, es difı́cil predecir la utilidad de esa etiqueta [Str10], ya que la utilidad
será distinta si se pretende categorizar una fuente de información (para encontrarla
luego) o describirla (útil en la extracción de conocimiento de las folksonomı́as), por
lo que es conveniente distinguir previamente entre categorización y descripción.
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Como se ha dicho, normalmente las etiquetas se seleccionan en base a su fre-

cuencia y este método de selección conlleva que las tag clouds ofrezcan una imagen

semánticamente homogénea, donde la mayorı́a de las etiquetas son similares unas

a otras.

Para seleccionar las mejores de estas etiquetas para caracterizar la colección de

fuentes de información etiquetadas, puede determinarse la utilidad de una etiqueta

como:

La capacidad de representar cada fuente de información comparada con otras

etiquetas asignadas a la misma fuente de información.

El volumen de fuentes de información cubiertas en comparación con otras

etiquetas.

Si consideramos una folksonomı́a como un vector de fuentes de información

Di = (di0, ..., din), cada una caracterizada a través de una o más etiquetas Tj =

(tj0, ..., tjm), ponderando de acuerdo al número de usuarios que han etiquetado.

Supongamos que dij representa la frecuencia con que se ha usado cada etiqueta

Tj para describir la fuente de información Di, Hassan-Montero y Herrero-Solana

[HM06] definen la utilidad F (Tj) de la etiqueta Tj como parte de la tag cloud

como:

F (Tj) =
i=n∑
i=1

[
log d(ij)

m2

]
(2.8)

donde n es el número de fuentes de información descritas por Tj y m el número

de etiquetas asignadas a una diferente fuente de información.

2.1.6 Tag Cloud Multitérmino

Muchos autores señalan que para convertir los resultados obtenidos tras la mi-

nerı́a de texto a resultados más comprensibles para el usuario y para soportar el

análisis de texto, debe visualizarse este texto con distintos niveles de granularidad,

permitiendo descubrir patrones o conjuntos de itemsets frecuentes.
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Las etiquetas multitérmino son uno de los elementos más útiles en el etiqueta-
do y proporcionan la capacidad de utilizar términos relacionados. Estas etiquetas
multitérmino nos posibilitan penetrar en el contenido del texto al permitir que los
términos relacionados puedan ir juntos. Ejemplos de términos relacionados son:
inteligencia artificial, redes sociales, sistemas operativos, etc.

Pensemos por ejemplo en la etiqueta “red social”. Cuando una herramienta re-
ferencia esta etiqueta debe estar mirando ambas partes (“red” y “social”) como
un sólo conjunto, lo que tiene un significado distinto al de los términos de forma
individual.

Pero las interfaces o herramientas para extraer etiquetas multitérmino son más
complejas y confusas de lo que deberı́an ser.

Un estorbo común en el etiquetado social es que en las etiquetas multitérmino,
los términos aparecen conectados mediante guiones, puntos o escritos sin espacios,
como si fueran una sola palabra. Un ejemplo de creación de etiquetas multitérmino
en las tag clouds usando guiones para separar los términos es el que tenemos en
Ammari et al. [Amm12]. Esto rompe la construcción básica del usuario y son las
herramientas las que deberı́an abrazar los métodos humanos de interacción y no
los humanos las restricciones tecnológicas. Además de que de esta forma, no se
favorece la comprensión del contenido mediante el simple escaneo visual.

Otro inconveniente en la introducción de caracteres extraños en las etiquetas,
como guiones, es que se rompe el modelo conceptual.

Algunas herramientas, tratan de normalizar estos multitérminos para identificar
items similares y relevantes. Esto resulta fácil cuando los componentes del mul-
titérmino están escritos separados, pero requiere mucho trabajo cuando no lo están.
Por ejemplo, en Choudhury y Breslin [Cho10] podemos ver una heurı́stica median-
te la que se intenta separar los multitérminos que se escriben sin espacios. También
la herramienta de Google did you mean 1 posee un excelente mecanismo para se-
parar palabras de dos términos que se escriben sin espacio, pero falla cuando estas
palabras compuestas son de más de dos términos.

Como hemos dicho, la mayorı́a de las herramientas de minerı́a de texto mues-
tran la frecuencia de las palabras en el texto de forma aislada, sin considerar se-
cuencias de palabras, lo que limita su utilidad y eficacia, ya que:

1http://code.google.com/intl/en/apis/ajaxsearch/
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Dificultan la identificación del contenido de la fuente de información (No

permiten identificar conceptos relacionados)

No permiten la búsqueda de patrones frecuentes

No permiten la búsqueda de términos con más de una componente (mul-

titérminos)

No permiten comparar y contrastar las caracterı́sticas de diferentes patrones

de texto

No permiten identificar expresiones cercanas o repeticiones de términos con

pequeñas variaciones

No facilitan información de contexto.

Todos estos inconvenientes se pueden solventar permitiendo el uso de mul-

titérminos [Don07].

Panunzi et al. [Pan06], realizaron un estudio para evaluar la diferencia entre un

técnica de extracción de palabras clave de un sólo término y una técnica que per-

mitı́a extraer palabras clave de más de un término. Los resultados mostraron que

las palabras clave complejas se consideraban más descriptivas y permitı́an la iden-

tificación del contenido del texto, siendo más adecuadas que las palabras simples.

Esta técnica de extracción de palabras de más de un término, consistı́a primero

en calcular el peso o frecuencia de los nombres presentes en el texto. Estos nom-

bres se consideraban potencialmente ambiguos con respecto a su semántica y al

mismo tiempo se consideraban la “cabeza” del multitérmino. Para incrementar la

predictibilidad en la identificación del contenido, a partir de estos nombres cons-

truı́an un n-grama de términos, de los cuales seleccionaban sólo los más relevantes

a través de un filtro lingüı́stico que identificaba sólo posibles combinaciones de

multitérminos. Estas combinaciones debı́an cumplir tres condiciones:

El n-grama debe contener un nombre

Un patrón bi-término aceptable es “nombre + nombre” o “nombre + adjeti-

vo”, pero no “nombre + preposición”.
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El n-grama debe ocurrir más de una vez en el texto

En la lista de salida, se consideraban las palabras clave multitérmino y las pa-

labras clave monotérmino, para producir una lista coherente y a cada palabra clave

se le asociaba un peso.

Calcularon el peso de los multitérminos mediante una fórmula en que éste era

proporcional al número de ocurrencias del n-grama y a la frecuencia de cada com-

ponente del multitérmino (ver fórmulas en Frantzi et al. [Fra00]).

Este algoritmo fue usado posteriormente por autores como Agili et al. [Agi08]

para la extracción de palabras clave multitérmino.

Watters [Wat08] creó la herramienta “Cloud Mine” para su uso como asistente

en la búsqueda web, herramienta que proporciona a su vez la capacidad de análisis

del texto. Para ello, empleó también multitérminos en lugar de palabras simples

como ocurre normalmente en la mayorı́a de las visualizaciones que podemos en-

contrar en forma de tag cloud. Utilizó la herramienta “TerMine” 1, que es una

herramienta gratuita que podemos encontrar en la Web y que fue creada por los

mismos autores mencionados anteriormente, Frantzi et al. [Fra00]. TerMine incor-

pora métodos lingüı́sticos, estadı́sticos e información de contexto para la extrac-

ción de palabras clave multitérmino. Watters [Wat08] demostró que los resultados

empleando palabras clave multitérmino mejoraban los resultados en que se emplea-

ban palabras clave monotérmino, ya que proporcionaban contexto y orientación al

usuario incrementando el nivel de significación proporcionado por los métodos de

recuperación de información.

Esto mismo volvió a demostrarse en 2010 por Kaptein y Marx [Kap10], sólo

que los multitérminos utilizados por estos autores sólo permitı́an un máximo de

dos términos. En la tag cloud representaban tanto monotérminos como bitérminos,

pero omitiendo aquellos monotérminos que ya estaban incluidos en alguno de los

bitérminos. En el experimento que realizaron se prefirió este modelo al compuesto

únicamente por monotérminos o bitérminos.

1http://www.nactem.ac.uk/software/termine/
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2.1.7 Las Tag Cloud en las Bases de Datos (Data Cloud)

Dada la flexibilidad de las tag clouds en términos de representación de infor-

mación junto con la simplicidad de la navegación a través de éstas, es natural que

los investigadores de bases de datos consideren explotar el concepto de tag cloud

para afrontar el remanente problema de la usabilidad de las bases de datos.

El uso del lenguaje de consulta requiere que el usuario conozca, no sólo es-

te lenguaje, sino también el esquema de la base de datos. Para permitir que los

usuarios puedan visualizar los datos de forma natural, se hace necesaria una repre-

sentación del contenido a alto nivel, como un esquema visual para la exploración y

la consulta [Leo11].

Según Koutrika et al. [Kou09a, Kou09b], la tag cloud es útil para los propósi-

tos de navegación y visualización sobre datos sin estructura porque resaltan los

conceptos más significativos. Pero por otro lado, cuando la búsqueda se realiza so-

bre bases de datos estructuradas, es mejor realizarla por palabras clave, por lo que

proponen un método para unir esta búsqueda con las capacidades de resumen y na-

vegación de las tag clouds para ayudar a los usuarios a acceder a la base de datos.

A la nube o cloud originada sobre datos estructurados, la denominan data cloud.

A través de la data cloud estos autores resumen los resultados obtenidos con

la búsqueda por palabras clave sobre los datos estructurados y guı́an a los usua-

rios para que refinen estas búsquedas, para ello la data cloud presenta las palabras

más significativas asociadas a los resultados de la búsqueda, permitiendo buscar en

múltiples tablas de la base de datos.

En los sitios sociales, las etiquetas son asignadas manualmente, pero en el ca-

so de las bases de datos estructuradas, para representar el contenido completo de

la base de datos, hay que categorizar los campos de texto, decidir como agregar

las mismas palabras encontradas en campos diferentes, utilizar estructuras y es-

tadı́sticas para soportar la búsqueda con nubes dinámicas, etc. Además, como las

entidades tienen estructura, la posición del término afecta a su importancia, por lo

que no servirı́a una nube basada únicamente en la frecuencia independientemente

del campo de la base de datos en el que se encuentre la palabra.

En IR, las unidades de información están bien definidas: son los documentos.

En las bases de datos, sin embargo, la información conceptualmente se refiere a una
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sola entidad, pero puede encontrarse en diferentes relaciones, debido a la estructura

de la base de datos y a su normalización.

Definición y Generación de Data Clouds
Koutrika et al. [Kou09a] modelan la base de datos D como una colección V

de entidades de búsqueda. Una entidad de búsqueda es conceptualmente un objeto

complejo con atributos B1...Bn. Un atributo Bi puede ser atómico y estar almace-

nado en una columna en la base de datos o puede estar compuesto por un objeto

o lista de objetos que reúnen información para la búsqueda de la entidad v. La co-

lección V puede entenderse como una “vista” que colecta y agrupa información

relacionada con una entidad individual de las relaciones almacenadas en D y la

representa como una sola unidad de información.

Una consulta q se formula como una conjunción de términos clave. Un término

k puede ser una sola palabra o una frase. Dada una consulta q y una colección V

definida sobre la base de datos D, la respuesta para q es el conjunto V q ⊆ V que

contiene todas las entidades de V que contienen todos los términos de la consulta

q al menos una vez.

Una cuestión muy importante es como añadir rangos a las entidades de búsque-

da que se han ajustado al término clave. Pensando en las entidades de búsqueda

como equivalentes a “documentos” podrı́an usarse los métodos de ranking de la IR

estándar. Por ejemplo, se puede calcular el peso TF · IDF de cualquier término

de consulta k en cualquier entidad v en Vq. El término “frecuencia” TF puede

calcularse usando la fórmula:

TFk,v =

∑
B∈v nB

nv
(2.9)

donde nB es el número de ocurrencias de k en un atributo B de v y nv es el

número de términos en v. La inversa de la frecuencia del documento IDF para k

es:

IDFk = ln

(
N

Nk

)
(2.10)

donde N es el número de entidades de búsqueda en la base de datos y Nk es el

número de entidades que contienen k.
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Con esto, se puede establecer una puntuación para v con referencia a la consulta
q sumando los pesos TF · IDF de todos los términos de consulta en v:

score(v, q) =
∑
k∈q

TFk,v · IDFk (2.11)

Con este enfoque no se tiene en cuenta la posición del término de consulta.
Por ejemplo, si se busca en noticias, no deberı́a tener la misma puntuación que el
término apareciera en el tı́tulo de la noticia, en el desarrollo o en los comentarios.
Para acatar esto podrı́an usarse pesos de posición.

Un peso de posición representa la significación de la ocurrencia del término de-
pendiendo de su posición en el documento. Se puede transferir esta idea refinando
la fórmula (2.11) usando atributos ponderados:

TFk,v =

∑
B∈v ωB · nB
nB

(2.12)

donde ωB es el peso para el atributo B. Estos pesos pueden pre-asignarse a los
atributos en la base de datos de forma manual o pueden determinarse automática-
mente basándonos en un conjunto de reglas.

Construcción de la Data Cloud de Koutrika et al.[Kou09a].
Para la generación de la data cloud que proponen estos autores, primero se

eliminan palabras como pronombres personales, preposiciones, etc.
En teorı́a la búsqueda se realiza a nivel de entidades. Las entidades de búsqueda

son una abstracción útil, pero en la práctica se consume mucho tiempo si para ge-
nerar el conjunto de entidades que se ajusta a una consulta se usa el ı́ndice invertido
basado en las tuplas, ya que habrı́a que recorrer todas las tuplas de este ı́ndice en
las que se localice la palabra clave de la consulta. En lugar de esto, se usa un ı́ndice
invertido basado en la entidad, donde cada ocurrencia de un término de consulta se
enlaza a la entidad de búsqueda a la que conceptualmente pertenece.

Lo difı́cil es encontrar las mejores palabras para incluirlas en la data cloud. Para
esto se tienen varios enfoques [Kou09b]:

1. Basado en popularidad.

score(k, q, Vq) =
∑
v∈Vq

∑
B∈v

nB (2.13)
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Esencialmente, lo que se hace es medir la popularidad de los términos en los
resultados de la consulta, considerando la popularidad como el número de
veces que k co-ocurre con todos los términos de q. Este es el enfoque tı́pico
en las tag clouds.

2. Basado en la relevancia.

Con este enfoque se seleccionan aquellos términos más relevantes para la
consulta sobre las entidades de Vq. Se trata cada término candidato k como
una palabra de consulta y se calcula la similaridad entre k y cada entidad de
respuesta v en Vq. Una puntuación alta significarı́a que el término y la entidad
se ajustan, por lo que la entidad serı́a un resultado relevante para el término
k. Sumando la puntuación para todas las entidades en Vq encontrarı́amos la
bondad de k para Vq:

score(k, q, Vq) =
∑
v∈Vq

TFk,v · IDFk (2.14)

En esta fórmula se ha tenido en cuenta el peso de k con respecto a su posición.

3. Dependiente de la consulta.

La data cloud se genera sobre los resultados de la consulta, no sobre un
subconjunto aleatorio de la base de datos. Por esto, con este enfoque, en
el cómputo de las puntuaciones de los términos candidatos sólo se tiene en
cuenta la consulta inicial, con lo que la información contenida en la data

cloud estará más próxima a las necesidades del usuario:

score(k, q, Vq) =
∑
v∈Vq

(TFk,v · IDFk) · score(v, q) (2.15)

En el experimento realizado por Koutrika et al. [Kou09b], se demostró que este
último método era el más preciso y el menos preciso el del enfoque basado en la
popularidad, considerando la precisión como el número de términos relevantes en
función del número total de términos en la nube.

La data cloud de Koutrika et al. [Kou09a, Kou09b] depende de la construcción
de entidades en la base de datos. Un enfoque más general, en el que no se necesita
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información especı́fica de dominio, es el dado por Leone et al. [Leo11] para la
creación tag clouds sincronizadas, para explorar conjuntamente el esquema y los
datos.

Las etiquetas en la data cloud de Leone et al. [Leo11] representan el valor de los
atributos. Pulsando en una etiqueta, se seleccionan los elementos con ese valor de
atributo. En el caso de las bases de datos orientadas a objetos, el resultado serı́a una
colección de objetos, mientras que en el caso de las bases de datos relacionales,
el resultado serı́a una colección de tuplas. La fuente de datos se define como un
conjunto de colecciones de datos, estas colecciones pueden ser clases o conjuntos
de objetos en las bases de datos orientadas a objetos o relaciones en las bases de
datos relacionales.

Leone et al. [Leo11] permiten que el usuario comience explorando la base de
datos, bien introduciendo una expresión de consulta dependiente de la base de da-
tos o seleccionando una o más etiquetas en la data cloud. Esta data cloud es una
composición de nubes (sub-clouds). En la primera nube aparece representado el
esquema, esto es, el nombre de los atributos tal como se han definido. Pulsando
sobre una etiqueta de esta “nube esquema” se obtiene la tag cloud correspondiente
a los valores de ese atributo, lo que constituye la segunda componente de la visua-
lización. En la tercera componente se visualiza un segundo atributo, que se refleja
sobre la tag cloud con distintos colores según el valor de éste.

Sin embargo, los atributos que toman un largo rango de valores, no son muy
apropiados para este tipo de visualización y Leone et al. [Leo11] prefieren que se
haga la consulta de estos atributos en términos del lenguaje SQL (Structured Query

Language). Además, en una encuesta que realizaron para comprobar la usabilidad
de la data cloud, sólo el 50 % de los participantes tuvo en cuenta el color de las
etiquetas para resolver las tareas planteadas.

2.1.8 Procesos de Asociación Semántica a las Etiquetas en las
Folksonomı́as.

Garcı́a-Silva et al. [GS12] realizan una revisión de los enfoques más relevantes
existentes para asociar semántica a las etiquetas con el propósito de darles signi-
ficado (enfoques basados en clustering, en ontologı́as o en ambas), identificando
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una serie de pasos comunes en todos los enfoques y proporcionando un punto de

vista unificado en todos ellos. Por lo general, el proceso de asociación semántica

se desarrolla los siguientes pasos:

1. Selección y limpieza de datos: Para la selección se usan filtros como fre-

cuencia, caracterı́sticas léxicas, lenguaje, etc.

2. Identificación de contexto: Por contexto se entiende el conjunto de elemen-

tos tenidos en cuenta para averiguar el significado de las etiquetas. Esta no-

ción de contexto se aplica en las etiquetas de dos formas; la primera es exa-

minando las demás etiquetas que se han usado para categorizar la misma

fuente de información y la segunda, es examinar las etiquetas que el usua-

rio ha usado conjuntamente para marcar una fuente. Además, en la noción de

contexto va incluida la información lingüı́stica. sinónimos y otras variaciones

morfológicas.

3. Desambigüación. Se lleva a cabo usando recursos semánticos externos como

WordNet.

4. Identificación semántica: Se realiza mediante el acoplamiento de las etique-

tas con entidades semánticas, usando ontologı́as predefinidas.

Tras revisar los enfoques más importantes y las deficiencias y aportaciones de

cada uno de ellos, Garcı́a-Silva et al. [GS12], ofrecen algunas recomendaciones a

llevar a cabo en cada una de las cuatro tareas anteriores del proceso de asociación

semántica:

1. Selección y limpieza de datos

a) Eliminar las stop-words comunes como pronombres, artı́culos, etc. (Can-

tador et al. [Can08])

b) Procesar las palabras mal escritas con mecanismos como Google did

you mean 1 o Yahoo spelling suggestion service 2 (Specia y Motta [Spe07])

1http://code.google.com/intl/en/apis/ajaxsearch/
2http://developer.yahoo.com/search/boss/boss guide/Spelling Suggest.html
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c) Los acronismos, abreviaciones y nombres propios se pueden tratar con
Wikipedia. (Cantador et al. [Can08])

d) Filtrar las palabras sin significado. (Specia y Motta [Spe07], Angeletou
et al. [Ang08], Cantador et al. [Can08], Giannakidou et al. [Gia08])

e) Identificar las variaciones morfológicas de las etiquetas e unificarlas en
un único término. (Giannakidou et al. [Gia08])

f ) Permitir etiquetas de palabras compuestas (Cantador et al.[Can08])

g) Aumentar la cobertura de los enfoques basados en ontologı́as, generan-
do varias representaciones de las palabras compuestas, es decir, usando
varios caracteres para concatenar las palabras (Angeletou et al. [Ang08])

2. Identificación de contexto

a) Mejorar la contextualización teniendo en cuenta los diferentes niveles
de información contenidos en las folksonomı́as.

b) Incrementar el contexto de una etiqueta usando las etiquetas que co-
ocurren con ésta al etiquetar la misma fuente de información. (Garcı́a-
Silva et al. [GS09])

c) Combinar el uso de enfoques estadı́sticos con el uso de enfoques basa-
dos en ontologı́as.

3. Desambigüación
Usar WordNet como repositorio inicial y Wikipedia y DBpedia como repo-
sitorios complementarios para aumentar la cobertura.

4. Identificación semántica
Crear herencias a partir de la información de la folksonomı́a que pueden ser
comparadas con herencias ontológicas, por ejemplo como hacen Heymann y
Garcı́a-Molina [Hey06].

Mecanismos de Clustering
Begelman et al. [Beg06] presentaron un algoritmo de clustering para obtener

una medida de similaridad entre etiquetas, para posteriormente agruparlas en la tag

cloud.
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Este algoritmo se basa en el número de co-ocurrencias de cualquier par de eti-

quetas. Para encontrar aquellas fuertemente relacionadas se establece un punto de

corte a partir del cual se decide si la co-ocurrencia es significativa. Esto se represen-

ta en forma de matriz, de modo que cada elemento de la matriz es la co-ocurrencia

entre dos etiquetas.

Haciendo esto para cada etiqueta en el espacio de etiquetas, se obtiene un grafo

G(V,E,W ), donde los vértices V son las etiquetas, los ejes E son las relaciones

entre etiquetas y W es una matriz simétrica que representa el peso de cada relación

(co-ocurrencia).

Tras realizar todo esto, Begelman et al. [Beg06] consideran que un cluster es

cualquier conjunto de etiquetas conectadas en el grafo (teniendo en cuenta sólo las

relaciones o ejes con una co-ocurrencia o peso superior al punto de corte).

Por último, se sugiere aplicar el algoritmo descrito por Scott White en el caso

de que aparezcan clusters muy grandes, para dividirlos en clusters de tamaño más

pequeño.

Durao et al. [Dur12] añaden a la co-ocurrencia entre etiquetas en la forma que

la calculan Begelman et al. [Beg06] un cálculo de similaridad. Una vez que se

establece el punto de corte a partir del cual la co-ocurrencia entre dos etiquetas

se considera significativa y las etiquetas relacionadas se identifican, calculan entre

estas etiquetas la medida de similaridad del coseno y posteriormente, se construye

el grafo G(V,E,W ). En este caso, W es una matriz de pesos representando la

medida de similaridad de cada co-ocurrencia. Para construir los clusters a partir

del grafo G utilizan el algoritmo espectral de clustering, que consiste en dividir el

grafo de forma que los pesos “intra-clusters” sean altos (similaridades) y los pesos

“inter-clusters” sean bajos.

Otros muchos autores han estudiado medidas de similaridad. Hassan-Montero y

Herrero-Solana [HM06] definen la co-ocurrencia relativa entre dos etiquetas como:

RC(A,B) =
|A∩B|
|A∪B|

(2.16)

donde A y B son los conjuntos de las fuentes de información descritos por las

dos etiquetas y RC(A,B) se conoce como el “Coeficiente de Jaccard”. Y esta es
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la medida que utilizan para estimar la similaridad entre etiquetas.

Herencia entre Etiquetas

Hsieh et al. [Hsi06] propusieron un sistema que incorpora la herencia entre

las etiquetas. Con este método consiguieron una gran recuperación de información

debido a la incorporación del concepto “distancia”, pero perdieron en precisión.

Trattner et al. [Tra11] construyen un modelo de navegación a través de tag

clouds basado en herencia. En este modelo, al generar la tag cloud de una categorı́a

padre, las etiquetas de todas las categorı́as hijo se añaden de forma recursiva.

Mediante un experimento que realizan para comprobar la eficiencia de este sis-

tema basado en herencia, obtienen que las búsquedas fallidas a través de tag clouds

han disminuido de un 89 % a un 27 %.

Ontologı́as derivadas de folksonomı́as

La necesidad de semántica en una folksonomı́a surge de la idea de conceptua-

lización. Sin estructura en los datos y sin control semántico, se hace precisa una

forma de acceder y exponer la información representada para permitir la interope-

ración a través de fuentes heterogéneas. Uno de los mecanismos para conseguir

esto es a través de una ontologı́a que provea la semántica apropiada.

Otra motivación para el uso de las ontologı́as es poder enlazar conjuntos de

datos diferentes marcados con etiquetas similares.

Diseñar una ontologı́a de etiquetas es un intento para proveer una conceptua-

lización común del significado de la información contenida en las folksonomı́as,

proporcionando una forma estandarizada para recolectar, interpretar y usar los da-

tos etiquetados. Según esto, Gruber [Gru07] propone una ontologı́a para las folk-

sonomı́as que puede actuar como una infraestructura para construir un ecosistema

de fuentes de información etiquetadas, servicios, agentes y herramientas.

Pero las ontologı́as sobre etiquetas existentes, están limitadas a expresiones va-

rias de las folksonomı́as. Para rehusar las etiquetas en distintas plataformas, se

requieren otras tecnologı́as más eficientes, como la Web Semántica.

Kim et al. [Kim10] abordan este problema mediante la ontologı́a “SCOT”.
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2.1.9 Otros Aspectos de la Tag Cloud
Data Clouds a través de Cubos OLAP (On-Line Analytical Processing)
Aouiche et al. [Aou09] proponen un método para crear las data clouds que

consiste en pasar las entradas de la base de datos a cubos OLAP y de ahı́ a tag

clouds.

Un cubo OLAP contiene un conjunto no vacı́o de dimensiones y otro de me-
didas. Normalmente se derivan de una tabla de hechos donde cada dimensión y
medida es una columna y todas las filas (o hechos) contienen tuplas con dimensión
disjunta.

El cubo de datos soporta las siguientes operaciones:

Slice (Cortar en rodajas)→ Cuando solamente se está interesado en algunos
atributos.

Dice (Cortar en dados) → Cuando se está interesado en un rango de los
valores de algunos atributos.

Roll-up (Enrollar)→ Cuando se agregan los valores de los atributos.

Drill-down (Desglosar o subdividir)→ Es la operación contraria a la anterior.

Aouiche et al. [Aou09] obtienen las etiquetas o tags como términos composi-
ción de tres palabras, donde cada palabra es una dimensión del cubo OLAP y los
términos tienen un grosor de fuente proporcional a su importancia, evaluada esta
importancia mediante las columnas medida.

Dado que el cubo de datos soporta las operaciones indicadas arriba, las tag

clouds también las soportarán, ya que se generan de los nuevos cuboids obtenidos
tras aplicar las operaciones al cubo de datos. En aquellos casos en que la operación
haga pasar al cubo de un estado en que posee una dimensión mayor a otro estado en
que posee una dimensión menor (como serı́a agregar los valores de dos atributos),
también disminuirán las palabras presentes en el término composición.

La generación de la tag cloud a partir del cubo OLAP según el método propues-
to por estos autores es sencilla. Como solamente pueden representarse un número
k moderado de etiquetas, se buscarán las k celdas con mayores medidas en el cubo
OLAP. Otra forma de hacerlo es estableciendo un lı́mite para la frecuencia o en
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este caso la medida, a partir del cual incluiremos la etiqueta en la tag cloud. En este

último tipo de tag cloud el número de etiquetas presentes es variable.

Interfaces Visuales Alternativas
Como se ha visto, la tag cloud puede servir como un buen complemento en

diferentes actividades del proceso de búsqueda de información, pero a raı́z de los

aspectos negativos descritos en la Sección 2.1.4, o simplemente fruto de la experi-

mentación, han surgido multitud de interfaces visuales alternativas, la mayorı́a de

las cuales se han ido viendo, como el caso de una tag cloud en la que las etiquetas

aparezcan agrupadas en clusters, los grafos de etiquetas o las tag clouds represen-

tadas sobre mapas cartográficos.

Una interfaz visual muy utilizada son los diagramas arbóreos. Para aplicar este

tipo de visualización es preciso tener las etiquetas ordenadas según una relación

de herencia. En un grafo con estructura de árbol, los nodos representan conceptos

(etiquetas) y las lı́neas de unión entre nodos las relaciones de herencia entre los

conceptos. En algunos casos, los ejes pueden representar otro tipo de relaciones,

como en [Sha05].

Cuando la dimensionalidad es muy alta, no resulta sencillo buscar una informa-

ción concreta en un grafo arbóreo. Una alternativa a este problema es la propuesta

por Di Caro et al. [DC08], que consiste en visualizar la estructura arbórea a través

de una lista.

Los diagramas de Venn son otra forma para representar las etiquetas agrupadas

en clusters. Cada cluster puede verse como un conjunto de etiquetas, de forma

que los conjuntos pueden superponerse los unos a los otros, quedando en la zona

superpuesta las etiquetas que comparten, como si se tratase de un diagrama de Venn

[Che09].

Las metáforas topográficas son utilizadas por autores como Fujimura et al.

[Fuj08] y son una solución para representar tag clouds a gran escala, es decir, con

un gran número de etiquetas (cinco mil o más). Se trata de superponer diferentes

tag clouds sobre una imagen topográfica.

Existen otras muchas visualizaciones, como por ejemplo la de Bielenberg y Za-

cher [Bie05] que, como ya se dijo en la Sección 2.1.3, proponen un diseño circular

en el que el tamaño de fuente de las etiquetas y su distancia al centro representa su
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importancia; las más cercanas al centro serán las más importantes y las que tengan
mayor tamaño o la de Kerr [Ker06], que presenta un diseño con forma de órbita
en el que cada etiqueta primaria se sitúa en el centro de una órbita y sus etiquetas
relacionadas en las bandas circundantes.

2.2 Antecedentes de la Estructura-AP

La estructura-AP nace de la necesidad de procesar automáticamente, de forma
masiva, los textos cortos en una colección de documentos o los atributos textuales
de una base de datos con falta de estructura. Se basa en la transformación del atribu-
to textual en una forma intermedia, que permite su representación de manera más
estructurada. Dicha estructura está basada en el concepto de itemset frecuente y
sus propiedades [Mar06]. Se genera de forma constructiva, extrayendo primero las
palabras frecuentes y combinándolas para originar los itemsets candidatos de nivel
dos, compuestos por dos palabras; los que resulten frecuentes entre estos itemsets

de nivel dos, volverán a combinarse entre sı́ para obtener los itemsets candidatos de
nivel tres y ası́ sucesivamente hasta obtener los itemsets frecuentes maximales o de
nivel máximo.

Se utiliza esta forma de representación debido a que se asume como hipótesis
que los itemsets frecuentes conservan la semántica subyacente en los atributos tex-
tuales, ya que permiten que los términos más relevantes puedan mantenerse agrupa-
dos. Una razón adicional para utilizar la estructura de itemsets frecuentes [MB08]
como base para nuestro modelo, es que los algoritmos que se encargan de la ob-
tención de estos itemsets son bien conocidos, han sido implementados en distintas
variantes y están altamente optimizados.

La estructura-AP es un modelo matemático que facilita el procesamiento de
la semántica básica que puede obtenerse de atributos textuales, con la ayuda de
una estructura de almacenamiento. Esta representación estructurada pasa por una
limpieza previa de los datos y por un proceso posterior de minerı́a de texto. El
resultado de este proceso conduce al concepto de “Estructura-AP”.

Es importante señalar que los conceptos y operaciones pertenecientes a dicha
representación estructurada y expuestos a continuación son referencias de la tesis
doctoral del Dr. Sandro Martı́nez Folgoso [MF08].
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2.2.1 Concepto de Estructura-AP y Operaciones Asociadas

En esta sección se exponen las definiciones matemáticas básicas para la repre-

sentación formal de los datos. Inicialmente se establece la definición y propiedades

de los conjuntos que tienen la propiedad conocida como “a priori” [Agr94], lla-

mados “Conjuntos-AP”, a partir de los cuales se define la de “Estructura-AP“
[Mar06], que no es más que un conjunto de conjuntos-AP. Esta estructura captura

la semántica básica del texto.

Aquı́ solamente van a darse algunas de las definiciones y propiedades, para más

información consultar [MF08].

Definición y Propiedades de los Conjuntos-AP

Definición 2.2.1. Conjunto-AP
Sea X = {x1...xn} un conjunto referencial de items y R ⊆ P (X) un conjunto de

itemsets frecuentes, siendo P (X) las partes deX . Se dice queR es un conjunto-AP

sı́ y sólo sı́:

1.

∀ Z ∈ R⇒ P (Z) ⊆ R (2.17)

2. ∃ Y ∈ R tal que :

a) card(Y ) = maxZ∈R(card(Z)) y

@ Y ′ ∈ R | card(Y ′) = card(Y )

b) ∀ Z ∈ R;Z ⊆ Y

(2.18)

El conjunto Y de cardinal maximal que caracteriza el conjunto-AP se denomina

conjunto generador deR. La notaciónR = g(Y ) indica que g(Y ) será el conjunto-

AP generado por Y . Llamaremos Nivel de g(Y ) al cardinal de Y . Obviamente, los

conjuntos-AP de nivel 1 son los elemento de X . Se considera el conjunto vacı́o ∅
como el conjunto-AP de nivel cero.
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Ejemplo 2.2.1. Conjunto-AP

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = ({nube}, {lluvia}, {viento}, {nube, lluvia}, {nube, viento},

{lluvia, viento}, {nube, lluvia, viento}).

Entonces el conjunto generador de R es Y = ({nube, lluvia, viento}).

Como se observa en el ejemplo anterior y teniendo en cuenta la definición de

conjunto-AP, el conjunto generador Y = {nube, lluvia, viento} se corresponde

con el conjunto-AP de mayor cardinalidad y que incluye a su vez, todas las combi-

naciones presentes en R, tal y como se puede observar en la Figura (2.2).

lluvia, viento

nube, lluvia, viento

nube, lluvia nube, viento

nube lluvia viento

Figura 2.2: Conjunto-AP

A continuación se dan algunas operaciones relacionadas con el conjunto-AP

definido. Dichas operaciones serán, a su vez, utilizadas en la definición de otras

operaciones, como la obtención de la estructura global de conocimiento que encie-

rra la semántica básica de los datos procesados. Se comienza por la operación que

verifica si un conjunto-AP está incluido en otro.

Definición 2.2.2. Inclusión de Conjuntos-AP
Sea R = g(Y ) y S = g(Y ′) dos conjuntos-AP con el mismo conjunto referencial

de items:

R ⊆ S ⇔ Y ⊆ Y ′ (2.19)

Por la definición podemos apreciar que un conjunto-AP está incluido en otro,

si el conjunto generador del primero está incluido en el conjunto generador del se-

58



2.2 Antecedentes de la Estructura-AP

gundo.

A continuación se introduce una operación importante en el contexto en el que

se plantea este modelo, que es el ”Subconjunto-AP Inducido“ por un conjunto

determinado. Esta operación se encargará de obtener el conjunto-AP particular,

que se genera al intersecar el retı́culo global del conjunto-AP con otro conjunto

dado.

Definición 2.2.3. Subconjunto-AP Inducido
Sea R = g(Y ) e Y ′ ⊆ X diremos que S es el Subconjunto-AP inducido por Y’ si

y sólo si:

S = g(R
⋂

Y ′) (2.20)

Por la definición podemos apreciar que el subconjunto-AP inducido se obtiene

de hacer la intersección de los conjuntos generadores de R con el conjunto Y ′.

Definición y Propiedades de la Estructura-AP
Los conceptos de conjunto-AP establecidos se usan para definir la estructura de

información que se construye cuando se calculan itemsets frecuentes en una base

de datos transaccional obtenida de los textos, donde los items son términos. Hay

que tener en cuenta que estas estructuras se obtienen de forma constructiva según

el algoritmo Apriori, generando inicialmente itemsets de nivel uno y luego com-

binándolos para obtener los de nivel dos y ası́ sucesivamente hasta obtener itemsets

con cardinal maximal, para un soporte mı́nimo [Agr94, Agr95]. Por tanto, la estruc-

tura final es la de un conjunto de conjuntos-AP, que formalmente se define como

”Estructura-AP“ [MB08].

Definición 2.2.4. Estructura-AP
Sea X = {x1...xn} un conjunto referencial de items y S = {A,B, ...} ⊆ P (X) un

conjunto de itemsets frecuentes, tal que:

∀A,B ∈ S ; A 6⊆ B , B 6⊆ A (2.21)

Llamaremos estructura-AP del generador S, T = g(A,B, ...), al conjunto de

conjuntos-AP cuyos conjuntos generadores son A,B, ...
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De esta definición se deduce que la estructura-AP no es más que una colección
de conjuntos-AP. Tal como se definió, los conjuntos generadores de la estructura-
AP A,B, ... no pueden estar contenidos unos en otros, utilizando para esta inter-
pretación la definición 2.2.2 de conjunto-AP incluido que se dio anteriormente.
Entonces, la estructura-AP quedará constituida por todos los conjuntos generadores
que se obtengan de las combinaciones de X presentes, dentro de todas las posibles
(P (X)).

nube, lluvia lluvia, viento

nube, lluvia, viento

nube, viento

nube lluvia viento sol

sol, viento

Figura 2.3: Estructura-AP global

Hay que hacer notar que cualquier estructura-AP es un retı́culo de subconjuntos
cuyos extremos superiores son sus conjuntos generadores. La Figura (2.3) muestra
una estructura-AP global que se define como g({nube, lluvia, viento}, {sol, vien−
to}). Se dan a continuación algunas definiciones y propiedades pertenecientes a es-
tas nuevas estructuras.

Definición 2.2.5. Inclusión de Estructuras-AP
Sean T1, T2, dos estructuras-AP con el mismo conjunto referencial de items:

T1 ⊆ T2 ⇔ ∀ R conjunto-AP de T1

∃ S conjunto-AP de T2 | R ⊆ S
(2.22)

De esta definición se interpreta que para que una estructura-AP T1 esté conte-
nida en otra estructura-AP T2, todos los conjuntos generadores de T1 tienen que
aparecer incluidos en alguno de los conjuntos generadores de T2.

A continuación se introduce una importante operación sobre la estructura-AP,
la operación ”Subestructura-AP Inducida“. Ésta no es más que la estructura-AP
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resultante de intersecar una estructura-AP cualquiera con un conjunto dado. Esta

operación reviste especial importancia porque es la que permite representar una

tupla dada de la base de datos como tipo de dato abstracto.

Definición 2.2.6. Subestructura-AP Inducida
Sea la estructura-AP T = g(A1, A2, ..., An) con conjunto referencial de items X y

Y ⊆ X . Definiremos la estructura-AP de T inducida por Y como:

T ′ = T
∧

Y = g(B1, B2, ..., Bm) (2.23)

donde

∀ Bi ∈ {B1, ..., Bm} ⇒∃ Aj ∈ {A1, A2, ..., An}

tal que Bi = Aj
⋂

Y
(2.24)

∀ Aj ∈ {A1, ..., An} ⇒∃ Bi ∈ {B1, B2, ..., Bm}

tal que Aj
⋂

Y ⊆ Bi

(2.25)

Está claro que T ′ es la estructura-AP generada por aquellas intersecciones de

Y con los conjuntos generadores de T , que no están en contradicción con la defini-

ción de estructura-AP. El siguiente ejemplo expone estas ideas.

Ejemplo 2.2.2. Subestructura-AP Inducida

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea T = g({brisa, sol}, {calor, sol}, {lluvia, viento, tormenta}

{viento, nube, nieve}),

Sea Y = {lluvia, viento, nube}

⇒ T
∧
Y = g({lluvia, viento}, {viento, nube}).

2.2.2 Acoplamiento de las Estructuras-AP con Conjuntos de Térmi-
nos

En esta sección se establecen las definiciones necesarias para consultar la base

de datos, donde se cuenta con la estructura-AP como tipo de dato. La idea es que el
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usuario exprese sus requerimientos como conjuntos de términos, para ser consul-
tados sobre los atributos textuales en la base de datos. Dado que dichos atributos
estarán representados por sus estructuras-AP particulares, es necesario definir al-
gunos tipos de acoplamientos para satisfacer las consultas sobre dichas estructuras.

Para hacerlo, contamos con dos enfoques distintos, que definimos a continua-
ción.

Definición 2.2.7. Acoplamiento Fuerte
Sea la estructura-AP T = g(A1, A2, ..., An) con conjunto referencial de items X y

Y ⊆ X . Se define el acoplamiento fuerte entre Y y T como la operación lógica:

Y
⊙

T =


verdadero si ∃ Ai ∈ {A1, A2, ..., An}

/Y ⊆ Ai

falso en otro caso

(2.26)

Definición 2.2.8. Acoplamiento Débil
Sea la estructura-AP T = g(A1, A2, ..., An) con conjunto referencial de items X y

Y ⊆ X . Se define el acoplamiento débil entre Y y T como la operación lógica:

Y
⊕

T =


verdadero si ∃ Ai ∈ {A1, A2, ..., An}

/Y
⋂
Ai 6= ∅

falso en otro caso

(2.27)

Estas definiciones se pueden complementar dando alguna medida o ı́ndice que
cuantifique estos acoplamientos. La idea es considerar que el acoplamiento que de-
vuelva mayor número de términos, tendrá un ı́ndice mayor que uno que devuelva
menor número de términos; adicionalmente, si algún conjunto de términos se aco-
pla con un mayor número de conjuntos generadores, éste tendrá un ı́ndice mayor
que otro que se acople con un número menor de conjuntos generadores. Se estable-
cen dos ı́ndices distintos de acoplamiento, el ”Índice de Acoplamiento Fuerte“ y el
”Índice de Acoplamiento Débil“.

Definición 2.2.9. Índice de Acoplamiento Fuerte (Débil)
Sea la estructura-AP T = g(A1, A2, ..., An) con conjunto referencial de items X

y Y ⊆ X . Entonces ∀Ai ∈ {A1, A2, ..., An} se denota:
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mi(Y ) =
card(Y

⋂
Ai)

card(Ai)
, (2.28)

S = {i ∈ {1, ..., n}|Y ⊆ Ai}, y (2.29)

W = {i ∈ {1, ..., n}|Y
⋂

Ai 6= ∅} (2.30)

A partir de lo cual se define el ı́ndice de acoplamiento fuerte y débil entre Y y

T como:

1. Índice de acoplamiento por el promedio:

Índice fuerte = S(Y |T ) =
∑
i∈S

mi(Y )/n (2.31)

Índice débil = W (Y |T ) =
∑
i∈W

mi(Y )/n (2.32)

2. Índice de acoplamiento por el máximo:

Índice fuerte = S(Y |T ) = max(mi(Y )); i ∈ S (2.33)

Índice débil = W (Y |T ) = max(mi(Y )); i ∈ W (2.34)

cumpliendo:

∀Y y T , S(Y |T ) ∈ [0, 1] , W (Y |T ) ∈ [0, 1] y W (Y |T ) ≥ S(Y |T ) (2.35)

2.3 Resumen y Conclusiones

Son muchos autores los que han criticado las tag clouds por varias razones:
por no facilitar información descriptiva [BI08], por representar los términos más
populares cuando proceden de folksonomı́as (siendo estos normalmente los menos
relevantes [Sin08]) o por representar los términos más frecuentes cuando se ex-
traen del texto (que son los que menos poder de discriminación poseen), quedando
ası́ la visualización dominada por unos pocos temas y dando lugar al solapamiento
semántico [HM06].

Resumimos las crı́ticas realizadas a la tag cloud en los siguientes puntos:
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Respecto a la identificación del contenido

Normalmente, las etiquetas en la tag cloud son palabras aisladas, es decir,
monotérminos y al no facilitar ninguna información de contexto, muchas ve-
ces no es fácil saber qué concepto representan exactamente.

Respecto a la semántica

Los términos más frecuentes o populares suelen ser términos ambiguos, no
descriptivos, por ejemplo: sistema, conjunto, tipo..., sin embargo, éstos son
los términos que aparecen representados en la tag cloud.

Además, sin el empleo de técnicas de clustering, no es posible descubrir
relaciones entre conceptos cuando éstos están expresados a través de palabras
de un sólo término.

Respecto a la fundamentación teórica

Desde una perspectiva tradicional, sorprende la rápida adopción de las tag

clouds, ya que conllevan serios problemas teóricos, como es el hecho de no
estar definidas matemáticamente.

En algunos casos incluso, las tag clouds se usan con fines analı́ticos, como
por ejemplo, examinar las diferencias entre discursos polı́ticos, buscando pa-
trones en el texto, lo que puede llevar a concepciones erróneas.

Respecto a la metodologı́a de extracción

Aunque en este trabajo se han presentado diversas técnicas de extracción,
selección, clustering y herencia, no existe una metodologı́a estandarizada
para la extracción de las etiquetas de una tag cloud.

A pesar de toda esta crı́tica, el uso de las tag clouds crece de forma continuada
y cada vez es mayor el número de sitios web que las añaden a sus páginas. Esto se
debe principalmente a que ofrecen una atmósfera amigable para acceder a un sitio
complejo [Hea08].

Ésta es la razón principal por la que proponemos el uso de este tipo de visuali-
zación para consultar los atributos textuales de una base de datos y representar el
contenido de estos atributos.
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Además, las tareas de exploración y búsqueda en bases de datos suelen reali-

zarse por expertos que conocen el lenguaje de consulta y están familiarizados con

el esquema de la base de datos [Leo11]. A través de una tag cloud, estas tareas

pueden ser realizadas por cualquier usuario sin experiencia.

Hemos visto que algunos autores como Koutrika et al. [Kou09a, Kou09b] ya

utilizan las tag clouds sobre bases de datos, pero no lo hacen para representar el

contenido textual de los atributos ni para asistir al usuario en la exploración y en

la consulta, si no que únicamente las emplean para resumir los resultados de las

búsquedas realizadas a partir de palabras clave. Además, estas búsquedas se reali-

zan sobre datos estructurados, siendo la falta de estructura (normalmente presente

en los atributos textuales) el principal problema para manejar la información en las

bases de datos.

Esta falta de estructura es la que nos lleva a buscar formas intermedias de repre-

sentación del texto, matemáticamente definidas, mediante las cuales dotar a estos

atributos de estructura y de semántica.

En este capı́tulo se han visto los antecedentes de la estructura-AP, como forma

matemática intermedia. Esta estructura es una buena candidata para representar el

texto conservando su semántica, ya que permite que los términos relacionados pue-

dan permanecer unidos. Sin embargo, no discrimina según el orden o la adyacencia

de los términos en el texto ni está ponderada para poder representarla en forma

de tag cloud. En el Capı́tulo 3 corregiremos estas deficiencias de la estructura-AP,

estableciendo la propuesta teórica de este trabajo.

La representación de la forma matemática intermedia que proponemos (basada

en la estructura-AP) a través de una tag cloud, hace innecesaria la aplicación de

mecanismos de clustering en la visualización, ya que esta forma intermedia permite

el uso de multitérminos, que conservan unidas las palabras relacionadas, aportando

ası́ semántica al matizar el significado de un término con sus términos relacionados,

facilitando información de contexto y permitiendo la identificación del contenido

[Don07]. Además, como nos dicen Hassan-Montero et al. [HM10] en su estudio

mediante la técnica “eye-tracking”, la agrupación semántica mediante técnicas de

clustering no supone una mejora en términos de eficiencia en la localización visual

de las etiquetas.
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Mediante la forma intermedia de representación se favorece el uso de palabras
compuestas [Can08], pero los multitérminos no son los únicos componentes en esta
representación, ya que la estructura-AP se compone tanto de multitérminos como
de monotérminos, lo que produce una lista coherente [Pan06] y es lo preferido por
los usuarios, como apuntaron Kaptein y Marx [Kap10] en su experimento.

El criterio para decidir cuándo una etiqueta (itemset) estará representada en
la forma intermedia y consecuentemente, en la tag cloud, es un criterio basado
en frecuencia. Este criterio es el que se aplica normalmente cuando las etiquetas
se extraen del texto [Kuo07], ya que los criterios de diversidad y de ranking de
agregación [Sko11], son sólo aplicables cuando son los usuarios los que asignan
las etiquetas a las fuentes de información.

El posicionamiento de las etiquetas dentro de la tag cloud, lo realizaremos de
forma aleatoria, ya que según demostraron Hassan-Montero et al. [HM10], lo que
afecta a los distintos patrones de escaneo visual de las tag clouds es donde estén
situadas las etiquetas de mayor tamaño y no que las etiquetas estén en un cuadrante
determinado de la visualización o que tengan algún tipo de orden.

Por otro lado, no vamos a considerar establecer ninguna herencia entre las eti-
quetas, ya que lo que principalmente pretendemos con este método para la consulta
sobre los atributos textuales, es ganar en precisión y no perderla, como ocurrirı́a
con la incorporación de herencia [Hsi06].

Mediante la forma intermedia de representación, la tag cloud quedarı́a defi-
nida matemáticamente y la generación de esta forma intermedia serı́a el método
para la extracción de sus etiquetas. Uniendo esto a la semántica aportada por los
componentes multitérmino y a la facilidad de identificación de contenido que apor-
tan estos componentes, habrı́amos solventado las principales deficiencias de la tag

cloud convencional [TP12].
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3
Propuesta Teórica

La falta de estructura en los atributos textuales dificulta el procesamiento au-

tomático de éstos. Como se ve en [MF08], los conjuntos-AP proveen al texto de

una estructura matemática, dotada de semántica, que facilita su procesamiento: la

estructura-AP. En la Sección 2.2 se ha revisado su definición y principales opera-

ciones.

Cuando se procesan los atributos textuales de una base de datos con esta técni-

ca, se obtienen dos tipos de estructuras diferentes: una que define el dominio ge-

neral del atributo textual y un conjunto de subestructuras (una para cada tupla) que

representan el contenido de las tuplas.

Estas estructuras pueden formularse mediante un retı́culo que posee propieda-

des estadı́sticas. En el caso de la estructura de dominio, este retı́culo resume el

contenido textual del atributo, representando con cada una de sus operaciones aso-

ciadas las distintas acciones que podemos ejercer sobre los atributos de la base de

datos.

En definitiva, la estructura-AP facilita el procesamiento semántico del texto, ya

que asumimos como hipótesis que los itemsets frecuentes de los que se compone

conservan la semántica textual al permitir que los términos más relevantes puedan

permanecer unidos.
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Otra razón adicional para el uso de la estructura-AP es que los algoritmos usa-

dos para su obtención son bien conocidos y están altamente optimizados.

Como vimos en el Capı́tulo 2, la representación de la información a través de

una tag cloud ayuda en la identificación del contenido, en la navegación a través

de éste, en la depuración de la consulta, etc. Y la estructura-AP aporta semática

y una base matemática que permite procesar el texto de forma más eficiente. Si

ponderamos esta estructura según la frecuencia con que se repiten los itemsets en

el texto, es posible visualizarla a través de una tag cloud, aprovechando ası́ las

ventajas de ambas.

El principal inconveniente que presenta la estructura-AP es que no contem-

pla una relación de orden entre los términos que componen los itemsets, por lo

que los resultados de las consultas realizadas mediante esta estructura, podrı́an no

ser precisos o devolver más información de la que se solicita. Para solventar este

inconveniente y establecer la ponderación, se hace necesario desarrollar algunas

extensiones de la estructura-AP.

En la Sección 3.1, definiremos lo que llamamos la “Estructura-AP Ponde-
rada” o “Estructura WAP” por sus siglas en inglés (Weighted AP-Structure), en

la que se introduce la ponderación. La “Estructura-AP Ordenada (Estructura
APO) o Estructura Multitérmino”, que establece el orden en la estructura-AP, se

define en la Sección 3.2 y, al igual que esta última, debe ser ponderada con el fin de

visualizarla en forma de tag cloud, creando lo que llamamos la “Estructura-AP
Ordenada Ponderada” o “Estructura WAPO” por sus siglas en inglés (Weighted

AP-Ordered Structure) y cuya definición podemos ver en la Sección 3.3.

El esquema de la Figura 3.1 clarifica la relación entre la estructura-AP y estas

extensiones.

En la Sección 3.4 veremos los tipos de consultas que podemos realizar sobre

los atributos textuales de la base de datos dependiendo de si queremos que todos

los términos introducidos sean considerados para la recuperación de información

(“Acoplamiento Fuerte”) o si nos conformamos con que al menos alguno lo sea

(“Acoplamiento Débil”). Y se establecerán unas medidas que nos permitirán medir

la bondad de estos tipos de acoplamientos.

Ilustraremos como se generan estas estructuras con el ejemplo práctico de la

Sección 3.5 y las compararemos entre sı́ y con la “Estructura Monotérmino”, que
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Estructura-AP Estructura APO

Estructura WAPOEstructura WAP

Dotación de orden

Dotación de peso

Figura 3.1: Esquema de las extensiones propuestas para la estructura-AP

es la estructura que normalmente vemos representada en Internet con forma de tag

cloud. Se pondrán varios ejemplos de posibles consultas sobre un atributo ficticio

con el fin de ilustrar los cálculos de las medidas de bondad de los acoplamientos

fuerte y débil y hacer una comparación entre éstos.

Terminaremos exponiendo un resumen y algunas de las conclusiones obtenidas

en la Sección 3.6.

3.1 Estructura WAP
Para definir la estructura WAP, es necesario introducir el concepto de “item-

set ponderado” y a partir de éste, el concepto de “Conjunto-AP ponderado” o

”Conjunto WAP“ por sus siglas en inglés (Weighted AP-Set).

3.1.1 Definición y Propiedades de los Conjuntos WAP

Definición 3.1.1. Itemset ponderado
Sea X = {x1, x2, ...} un conjunto referencial de items. Sea It ⊆ X un conjunto de

items. Diremos que Ĩt es un itemset ponderado de X si y sólo si:

69



3. PROPUESTA TEÓRICA

Ĩt = [It, ωt] ∀t = 1, 2, ... (3.1)

donde ωt es el peso de It, que en nuestro caso será igual a su frecuencia de apari-

ción en el texto (ωt ∈ N).

Propiedad 3.1.1.
El peso o frecuencia de los itemsets de mayor grado, será menor o igual que el

peso o frecuencia de los itemsets de grado menor para un mismo conjunto referen-
cial X

Si Ĩ1 ⊆ Ĩ2 ⇒ ω1 ≥ ω2 (3.2)

Ejemplo 3.1.1. Itemsets ponderados

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = g(Y ) = g({calor, brisa, sol})

⇒ Ĩ1(R) = [{calor}, (8)], Ĩ2(R) = [{brisa}, (10)], Ĩ3(R) = [{sol}, (16)]

Ĩ4(R) = [{calor, brisa}, (8)], Ĩ5(R) = [{calor, sol}, (6)],

Ĩ6(R) = [{brisa, sol}, (9)], Ĩ7 = [{calor, brisa, sol}, (5)]

En el Ejemplo 3.1.1 se han extraı́do todos los posibles itemsets del conjunto R.

El dı́gito al final de cada uno de ellos indicarı́a el número de veces que aparecen

los items que componen el itemset en un texto hipotético. Esta frecuencia es lo que

identificaremos con el peso del itemset.

Si existen valoraciones asociadas a los itemsets de la estructura-AP, de for-
ma que cada Ĩt pueda considerarse un itemset ponderado verificando la Propiedad
3.1.1., tendremos la estructura WAP, la cual se compone de conjuntos WAP.

Definición 3.1.2. Conjunto WAP
Sea R un conjunto-AP, diremos que R̃ es un conjunto WAP si y sólo si:

R = {I1, I2, ...} ⇒ R̃ = {Ĩ1, Ĩ2, ...} (3.3)

Nota.- El conjunto WAP generador Ã puede expresarse como g̃(A)
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Propiedades y Operaciones de los conjuntos WAP
Para entender bien las operaciones de la estructura WAP es necesario introducir

la inclusión de conjuntos WAP y el concepto de Subconjunto WAP Inducido.

Definición 3.1.3. Inclusión de Conjuntos WAP
Sean R̃ = g̃(Y ) y S̃ = g̃(Y ′) dos conjuntos WAP con el mismo conjunto referencial

de items X:

R̃ ⊆ S̃ ⇔ Y ⊆ Y ′ (3.4)

siendo

ωIt(R̃) = ωIt(S̃) ∀ t = 1, 2, ... (3.5)

Es decir, el peso de los itemsets será el mismo en R̃ y en S̃, ya que viene dado

por la frecuencia en que éstos aparecen en el texto y ambos proceden del mismo

texto.

Ejemplo 3.1.2. Inclusión de Conjuntos WAP

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R̃ = g̃({viento, lluvia}) = ([{viento, lluvia}, (3)], [{viento}, (4)], [{lluvia},
(7)])

Sea S̃ = g̃({viento, sol, lluvia}) = ([{viento, lluvia, sol}, (2)], [{viento, lluvia},
(3)], [{lluvia, sol}, (5)], [{viento, sol}, (4)], [{viento}, (4)], [{lluvia}, (7)], [{sol},
(6)])

⇒ R̃ ⊆ S̃

Los itemsets comunes en R̃ y S̃ deben tener el mismo peso, como se muestra

en el Ejemplo 3.1.2.

A continuación se introduce una operación importante en el contexto en el que

se plantea este modelo, que es el subconjunto WAP inducido por un conjunto de-

terminado. Esta operación se encargará de obtener el conjunto WAP particular que

se genera al intersecar el retı́culo global del conjunto WAP con un conjunto dado.
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Definición 3.1.4. Subconjunto WAP Inducido
Sea R̃ = g̃(Y ) diremos que S̃ es el subconjunto WAP inducido por Y’si y sólo si:

S̃ = g(R̃ ∩ Y ′) (3.6)

siendo

ωIt(S̃) = ωIt(R̃) (3.7)

No tiene sentido que el conjunto Y ′ sea ponderado, ya que normalmente este

conjunto representará a una tupla o bien a los elementos introducidos en la consulta.

El peso de los itemsets tras la intersección, será el mismo que tuvieran en R̃, ya

que ésta representa los itemsets en R̃ que se recuperan con Y ′.

Ver la intersección entre conjuntos-AP en [MF08].

Pasemos a ver la definición de estructura WAP, que representará el dominio

activo del atributo a partir del cual se construye.

La estructura WAP, al igual que la estructura-AP, se obtiene de forma cons-

tructiva, por la generación inicialmente de los itemsets con cardinalidad igual a

uno; seguidamente, combinando éstos para obtener los de cardinalidad igual a dos

y ası́ sucesivamente hasta obtener los itemsets de máxima cardinalidad, según un

soporte mı́nimo establecido.

Por consiguiente, la estructura final será un conjunto de conjuntos WAP, por lo

que se define como sigue.

3.1.2 Definición y Operaciones de la Estructura WAP

Definición 3.1.5. Estructura WAP
Sea X = {x1...xn} un conjunto referencial de items y S̃ = {Ã, B̃, ...} ⊆ P (X) un

conjunto de itemsets frecuentes ponderados, tal que:

∀Ã, B̃ ∈ S̃ ; Ã 6⊆ B̃ , B̃ 6⊆ Ã (3.8)

Al conjunto de conjuntos WAP: T̃ = g(Ã, B̃, ...), lo llamaremos “Estructura WAP

con conjunto generador S̃”.
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Nota.- La ponderación de los itemsets en S̃, vendrá dada por la frecuencia con
que éstos aparezcan en el texto, independientemente de si un itemset se encuentra
en un sólo conjunto generador o en más de uno.

Ejemplo 3.1.3. Estructura WAP

Sea Ã = g̃({calor, lluvia, viento})

= ([{calor, lluvia, viento}, (3)], [{calor, lluvia}, (4)], [{calor, viento}, (3)],

[{lluvia, viento}, (6)], [{calor}, (10)], [{lluvia}, (6)], [{viento}, (7)]) y

Sea B̃ = g̃({calor, sol}

= ([{calor, sol}, (5)], [{calor}, (10)], [{sol}, (5)]), entonces :

T̃ = g̃({calor, lluvia, viento}, {calor, sol})

= ([{calor, lluvia, viento}, (3)], [{calor, lluvia}, (4)], [{calor, viento}, (3)],

[{lluvia, viento}, (6)], [{calor, sol}, (5)], [{calor}, (10)], [{lluvia}, (6)],

[{viento}, (7)], [{sol}, (5)]

Visualización de la Estructura WAP en forma de Tag Cloud.

En la Figura 3.2 podemos ver la tag cloud de la estructura WAP del Ejemplo
3.1.3.

Propiedades y Operaciones de la Estructura WAP
La primera propiedad que definiremos será la inclusión de estructuras WAP,

para ello nos serviremos de la Definición 3.1.3 de inclusión de conjuntos WAP.

Definición 3.1.6. Inclusión de Estructuras WAP
Sean T̃1 y T̃2 dos estructuras WAP con el mismo conjunto referencial de items X .

Diremos que T̃1 está incluida en T̃2 (T̃1 ⊆ T̃2) si y sólo si:

T̃1 ⊆ T̃2 ⇔∀ R̃ conjunto-WAP de T̃1 ⇒ ∃ S̃ conjunto WAP de T̃2,

tal que R̃ ⊆ S̃ (análogamente R ⊆ S)
(3.9)

siendo

ωIt(T̃1) = ωIt(T̃2) ∀ t = 1, 2, ... (3.10)
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calor lluvia viento

lluvia vientosol
calor lluvia viento

calor lluvia

calor viento

calor sol

Figura 3.2: Estructura WAP

De esta definición se deduce que para que una estructura WAP T̃1 esté incluida

en otra estructura WAP T̃2, todos los conjuntos generadores de T̃1 deben aparecer

incluidos en alguno de los conjuntos generadores de T̃2.

El peso de los itemsets será el mismo en T̃1 y T̃2, ya que ambas estructuras pro-

ceden del mismo texto.

A continuación se introduce una de las operaciones más importantes que se

pueden definir sobre la estructura WAP, la operación de subestructura WAP indu-

cida, que es la estructura resultante de realizar la intersección de la estructura WAP

con cualquier conjunto dado. Esta operación revestı́a especial importancia con la

estructura-AP porque era la que permitı́a encontrar la representación del tipo de

dato abstracto (TDA) de cada tupla de la base de datos. En la estructura WAP, al

introducir la ponderación, la importancia fundamental de esta operación viene dada

porque además representa los resultados obtenidos mediante una consulta y gracias

al peso, es posible saber el número exacto de tuplas que se recuperan.

Definición 3.1.7. Subestructura WAP Inducida
Sea la estructura WAP T̃ = g(Ã1, Ã2, ..., Ãn) con conjunto referencial de items X

e Y ⊆ X . Definiremos la subestructura WAP de T, T̃ ′ inducida por Y como:

T̃ ′ = T̃ ∧ Y = g(B̃1, B̃2, ..., B̃m) (3.11)
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donde

∀ B̃i ∈ {B̃1, ..., B̃m} ⇒∃ Ãj ∈ {Ã1, ..., Ãn}

tal que Bi = Aj ∩ Y
(3.12)

∀ Ãj ∈ {Ã1, ..., Ãn} ⇒∃ B̃i ∈ {B̃1, ..., B̃m}

tal que Aj ∩ Y ⊆ Bi

(3.13)

siendo

ωIt(T̃
′) = ωIt(T̃ ) (3.14)

T̃ ′ es la estructura WAP generada por el acoplamiento de Y con los conjuntos
generadores de T̃ . Para ello, se hace la intersección de cada itemset de Y con todos
los itemsets generados por (A1, A2, ..., An) de T̃ .

En los conjuntos Bi de T̃ ′ irán sólo los itemsets que no estén completamente
incluidos en otro conjunto Bi, ya que de no ser ası́, éstos serı́an redundantes y la
estructura WAP resultante no estarı́a constituida únicamente por conjuntos maxi-
males.

No tiene sentido que el conjunto Y sea ponderado, como vimos en la Definición
3.3.5.

Aclararemos estas ideas con el Ejemplo 3.1.4.

Ejemplo 3.1.4. Subestructura WAP Inducida

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}

Sea T̃ = g̃({viento, sol, nube}, {lluvia, nube})

= ([{viento, sol, nube}, (4)], [{viento, sol}, (6)], [{sol, nube}, (4)],

[{viento, nube}, (7)], [{lluvia, nube}, (2)], [{viento}, (7)],

[{sol}, (8)], [{nube}, (7)], [{lluvia}, (3)]

Sea Ỹ = g({viento, lluvia, nube})

⇒ T̃ ∧ Y = g̃({viento, nube}, {lluvia, nube})

= ([{viento, nube}, (7)], [{lluvia, nube}, (2)], [{viento}, (7)],

[{lluvia}, (3)], [{nube}, (7)])
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El peso de los itemsets en la subestructura WAP inducida es el que tenı́an en
la estructura WAP original. Esta primera representa el resultado obtenido con la
consulta, el conjunto-AP los términos introducidos en la consulta (por lo que no
estarı́a ponderado) y la estructura WAP la información contenida en el atributo tex-
tual consultado.

Se define ahora la operación superestructura WAP inducida, que es la que per-
mite obtener la estructura WAP generada por la unión de un conjunto dado con una
estructura WAP determinada.

Definición 3.1.8. Superestructura WAP Inducida
Sea la estructura WAP T̃ = g(Ã1, Ã2, ..., Ãn) con conjunto referencial de items X

e Y ⊆ X . Definiremos la superestructura WAP de T , T̃ ′ inducida por Ỹ como:

T̃ ′ = T̃ ∨ Ỹ = g(B̃1, B̃2, ..., B̃m) (3.15)

donde

∀ B̃i ∈ {B̃1, ..., B̃m} ⇒∃ Ãj ∈ {Ã1, ..., Ãn}

tal que Bi = Aj ∪ Y
(3.16)

∀ Ãj ∈ {Ã1, ..., Ãn} ⇒∃ B̃i ∈ {B̃1, ..., B̃m}

tal que Aj ∪ Y ⊆ Bi

(3.17)

con

ω
It(T̃

′ )
=


ω
It(T̃ )

si It(T̃
′) ∈ (T̃ − Ỹ ),

ωIt(Ỹ ) si It(T̃
′) ∈ (Ỹ − T̃ ),

ωIt(T̃ ) + ωIt(Ỹ ) − ωIt(T̃∩Ỹ ) si It(T̃
′) ∈ T̃ , Ỹ

(3.18)

En este caso lo que hacemos es añadir información al atributo textual, represen-
tado por T̃ . Esta información que añadimos se representa por Ỹ . En este proceso
podrı́a ocurrir que algunas de las entradas que se agregan nuevas al atributo ya
se encuentren en éste previamente, por lo que para hallar el peso de los itemsets
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coincidentes en T̃ y en Ỹ , hay que tener en cuenta que algunos pueden provenir
de entradas comunes o repetidas en ambos. Por lo tanto, la ponderación de estos
itemsets coincidentes se calcula como la suma de los pesos que presentan en los
conjuntos originales menos el peso de los que provenientes de entradas comunes.
Los itemsets que estuvieran sólo en T̃ (T̃ − Ỹ ) o sólo en Ỹ (Ỹ − T̃ ) conservarán
su peso.

Aquı́ sı́ tiene sentido que el conjunto Y sea ponderado, ya que no representa los
términos introducidos con la consulta, si no información que se añade al atributo
textual.

Ver unión entre conjuntos-AP en [MF08].

Ejemplo 3.1.5. Superestructura WAP Inducida

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}

Sea T̃ = g̃({sol, nube})

= ([{sol, nube}, (4)], [{sol}, (8)], [{nube}, (7)]),

Sea Ỹ = g̃({sol, lluvia})

= ([{sol, lluvia}, (3)], [{sol}, (4)], [{lluvia}, (3)])

⇒ T̃ ∨ Ỹ = g̃({sol, nube, lluvia})

= ([{sol, nube, lluvia}, (1)], [{sol, nube}, (4)]

[{sol, lluvia}, (3)], [{nube, lluvia}, (0)], [{sol}, (10)],

[{nube}, (7)], [{lluvia}, (3)])

Vemos que el itemset {sol} estaba ya presente en T̃ con un peso igual a 8.

Como en Ỹ el peso de {sol} es 4 y en T̃ ′ es 10, se deduce que 2 elementos que

contabilizaban para el peso de este item en Ỹ ya estaban presentes en T̃ , por lo que

no se han añadido como nuevos y por lo tanto, no se suman en el cálculo del peso

de {sol} en T̃ ′.

El peso de los nuevos itemsets que se generan y que no estaban en T̃ ni en Ỹ se

calculará de nuevo en función de su frecuencia en el texto.

Definición 3.1.9. Intersección de Estructuras WAP
Sean T̃1 = g(Ã1, Ã2, ..., Ãn) y T̃2 = g(B̃1, B̃2, ..., B̃m) dos estructuras WAP, se

77



3. PROPUESTA TEÓRICA

define la intersección de T̃1 y T̃2 como:

S = T̃1 ∩ T̃2 = g(C̃1, C̃2, ..., C̃l) (3.19)

verificando:

∀C̃i ∈ {C̃1, ..., C̃l}; ∃ Ãp ∈ {Ã1, ..., Ãn}

y B̃q ∈ {B̃1, ..., B̃m} / Ci = Ap ∩ Aq
(3.20)

siendo

ωIt(S) ≤ ωIt(T̃1), ωIt(T̃2) (3.21)

La intersección entre dos estructuras WAP representa las entradas comunes en

dos atributos textuales de la base de datos, por lo que el peso de los itemsets en ésta

se calculará sobre el texto, en función de la frecuencia que presenten en el conjunto

intersección y en todo caso, será menor igual que el que tuvieran en sus estructuras

de procedencia.

Ejemplo 3.1.6. Intersección de Estructuras WAP

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}

Sea T̃1 = g̃({viento, sol, nube}, {lluvia, nube})

= ([{viento, sol, nube}, (4)], [{viento, sol}, (6)], [{sol, nube}, (4)],

[{viento, nube}, (5)], [{lluvia, nube}, (2)], [{viento}, (7)],

[{sol}, (8)], [{nube}, (7)], [{lluvia}, (3)]

Sea T̃2 = g̃({viento, lluvia, nube})

= ([{viento, lluvia, nube}, (3)], [{viento, lluvia}, (4)],

[{lluvia, nube}, (3)], [{viento, nube}, (4)], [{viento}, (5)],

[{lluvia}, (6)], [{nube}, (5)])

⇒ T̃1 ∩ T̃2 = g̃({viento, nube}, {lluvia, nube})

= ([{viento, nube}, (3)], [{lluvia, nube}, (2)], [{viento}, (4)],

[{lluvia}, (3)], [{nube}, (4)])
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A continuación se define la unión de estructuras WAP, que representa la unión

de dos atributos textuales diferentes.

Definición 3.1.10. Unión de Estructuras WAP
Sean T̃1 = g(Ã1, Ã2, ..., Ãn) y T̃2 = g(B̃1, B̃2, ..., B̃m) dos estructuras WAP, se

define la unión como:

S = T̃1 ∪ T̃2 = g(C̃1, C̃2, ..., C̃l) (3.22)

verificando:

i) ∀C̃i ∈ {C̃1, ..., C̃l} ⇒ ( ∃ Ãj/C̃i = Ãj) o (∃ B̃l/C̃i = B̃l) (3.23)

ii) ∀ Ãj ∈ {Ã1, ..., Ãn} ⇒ ∃ C̃i/Ãj ⊆ C̃i (3.24)

iii) ∀ B̃l ∈ {B̃1, ..., B̃m} ⇒ ∃ C̃i/B̃l ⊆ C̃i (3.25)

donde

ω
It(T̃

′ )
=


ω
It(T̃1)

si It(S̃) ∈ (T̃1 − T̃2),

ωIt(T̃2) si It(S̃) ∈ (T̃2 − T̃1),

ωIt(T̃1) + ωIt(T̃2) − ωIt(T̃1∩T̃2) si It(S̃) ∈ T̃1, T̃2

(3.26)

Los pesos en la unión de estructuras WAP se calculan de forma similar a los

pesos en la superestructura WAP inducida (Definición 3.1.8).

Ejemplo 3.1.7. Unión de Estructuras WAP

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea T̃1 = g̃(Y ), Y = ({viento, sol}, {lluvia})
Sea T̃2 = g̃(Y ′), Y ′ = ({calor, sol}, {viento})
⇒ T̃1 ∪ T̃2 = g̃({viento, sol, calor}, {lluvia, calor, sol}, {lluvia, viento})

Los pesos se calcuları́an igual que en el Ejemplo3.1.5.
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3.2 Estructura APO
La “Estructura-AP Ordenada (APO)” o estructura multitérmino se diferen-

cia de la estructura-AP en que discrimina entre términos según el orden que éstos

presenten en el texto y para construirla se ha de realizar una limpieza previa de los

datos y aplicar un proceso posterior de minerı́a de textos, igual que se hace para la

estructura-AP.

La estructura APO también representa el dominio activo del atributo para el que

se construye, teniendo en cuenta que este dominio está afectado de orden, es decir,

está representado por secuencias en lugar de por conjuntos.

Para introducir la estructura APO, empezaremos definiendo los conjuntos-AP

ordenados o secuencias-AP (“AP-Seqs”), a las que también conocemos como con-

juntos multitérmino.

Además, puesto que la tag cloud monotérmino es la que más se ve en la Web,

nos parece importante asignarle un modelo matemático que conoceremos como

“Estructura Monotérmino” y para el que será necesario definir previamente los

conjuntos monotérmino. De esta forma, podrán verse posteriormente las similitu-

des y diferencias de esta estructura con las que se proponen en este capı́tulo.

Cabe indicar que la estructura monotérmino no es más que una estructura APO

o multitérmino donde todas las componentes tienen cardinal igual a uno.

3.2.1 Componente K-Término, Monotérmino y Multitérmino

Definición 3.2.1. Componente k-término
Sea X = {x1, x2, ..., xn} un conjunto referencial de items. P (X) es el conjunto de

las partes de X . Diremos que y ∈ P (X) es una componente k-término si consta

de k elementos diferentes del conjunto X , con 1 ≤ k ≤ n:

y = {y1, y2, ..., yk}; yi ∈ X (3.27)

Es decir, y es una componente k-término si:

card(y) = k ∀ k ∈ [1, n] (3.28)
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El cardinal de una componente es igual a la cantidad de elementos que posee
del conjunto X .

Decimos que una componente k-término es monotérmino si card(y) = 1 y
multitérmino si card(y) ≥ 2.

3.2.2 Estructura Monotérmino
Para entender esta estructura empezaremos definiendo los conjuntos monotérmino.

Definición 3.2.2. Conjunto Monotérmino
Sea X = {x1, x2, ..., xn} un conjunto referencial de items. Se dice que R ⊆ X

conjunto de itemsets frecuentes es un conjunto monotérmino si y sólo si:

card(y) = 1 ∀ y ∈ R (3.29)

Un conjunto monotérmino es aquel que está formado exclusivamente por com-
ponentes monotérmino.

Una estructura monotérmino es una estructura obtenida a partir de conjuntos
monotérmino, es decir, será un conjunto de conjuntos monotérmino, eliminando
los elementos repetidos.

Definición 3.2.3. Estructura Monotérmino
Sea X = {x1, x2, ..., xn} un conjunto referencial de items y S = {A,B, ...} ⊆ X

un conjunto de conjuntos monotérmino, tal que:

∀A,B ∈ S;A * B,B * A (3.30)

llamaremos estructura monotérmino generada por S, M = g(A,B, ...) al conjunto

de conjuntos monotérmino cuyos conjuntos generadores son A, B, ...

Ejemplo 3.2.1. Estructura Monotérmino

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea A = {{nieve}, {sol}}
Sea B = {sol}
Sea C = {{calor}, {sol}, {brisa}}
Sea D = {brisa}
⇒M = g(A,B,C,D) = ({nieve}, {sol}, {calor}, {brisa})
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3.2.3 Definición de AP-Seq y de Estructura APO
Las AP-Seqs o conjuntos multitérmino estarán formadas tanto por componentes

multitérmino como monotérmino.

Definición 3.2.4. AP-Seq o Conjunto Multitérmino
SeaX = {x1, x2, ..., xn} un conjunto referencial de items yR ⊆ P (X) un conjunto

de itemsets frecuentes, siendo P (X) las partes deX . Diremos queR es una AP-Seq

o un conjunto multitérmino si y sólo si:

1. ∀ Z = {zi, ..., zj} secuencia deR⇒{
{zi, ..., zj−1} ∈ R
{zi+1, ..., zj} ∈ R

con 1 ≤ i ≤ n− 1, i+ 1 ≤ j ≤ n (3.31)

2. ∃ Y ∈ R tal que:

a) card(Y ) = max Z∈R (card(Z)) y @ Y ′ ∈ R | card(Y ′) = card(Y )

b) ∀ Z ∈ R;Z ⊆ Y

(3.32)

La secuencia Y de máxima cardinalidad caracteriza a la AP-Seq y se denomina
secuencia generadora de R. Denotamos R = g(Y ), donde g(Y ) es la AP-Seq con
secuencia generadora Y .

Llamamos nivel de g(Y ) al cardinal de Y , es decir, a la cantidad de elementos
de la secuencia generadora Y . Las AP-Seqs de nivel 1 se corresponden con los
elementos de X y la AP-Seq de nivel 0 es el conjunto vacı́o ∅.

Ejemplo 3.2.2. AP-Seq

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}.
Sea R = ({nube, lluvia, viento}, {nube, lluvia}, {lluvia, viento}, {nube},
{lluvia}, {viento}).

⇒ R es una AP-Seq de X , siendo la secuencia generadora Y la secuencia de

mayor cardinalidad: Y = {nube, lluvia, viento}, estando todas las demás secuen-

cias incluidas en ésta y cumpliendo la condición 3.31 de adyacencia estricta de los

términos.
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Para comprender mejor su definición, en la Figura 3.3 se representa el retı́culo
de esta AP-Seq.Vemos que la secuencia Y de mayor cardinalidad es la raı́z del
árbol y en las hojas aparecen los elementos de los que se compone Y . En los niveles
intermedios del retı́culo se encuentran las secuencias con nivel intermedio entre el
1 y el de la secuencia generadora, de forma escalonada.

lluvia, viento

nube, lluvia, viento

nube, lluvia

nube lluvia viento

Figura 3.3: AP-Seq

Para distinguir con el retı́culo de un conjunto-AP, ver la Figura 2.2.

El concepto de AP-Seq establecido se usa para definir la estructura de informa-
ción que se construye en base a ésta: la estructura APO. Para ello se calculan las
secuencias frecuentes de elementos, a las que llamaremos a partir de ahora “item-

seqs” (item-sequences) frecuentes (ver Definición 3.2.6).

La estructura APO también se obtiene de forma constructiva, generando inicial-
mente las item-seqs frecuentes (según un soporte mı́nimo establecido) con cardinal
igual a uno (que son los monotérminos); luego éstas se combinan para obtener
las de cardinal dos, y ası́ sucesivamente hasta obtener las item-seqs frecuentes con
cardinal maximal.

Por tanto, la estructura final es la de un conjunto de AP-Seqs frecuentes. Para
generarla se usa una ligera modificación del algoritmo Apriori que veremos en la
Sección 4.3.

Antes de introducir las operaciones entre AP-Seqs, definiremos la estructura
APO, ya que algunas de estas operaciones darán como resultado una estructura.
Posteriormente, en la Sección 3.3, se hablará de la estructura monotérmino ponde-
rada y estructura APO ponderada o WAPO.
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La estructura APO se define de forma similar a la estructura-AP, como un con-

junto de AP-Seqs.

Definición 3.2.5. Estructura APO
Sea X = {x1, x2, ..., xn} un conjunto referencial de items y S = {A,B, ...} ⊆
P (X) un conjunto de item-seqs frecuentes de nivel mayor o igual que uno, siendo

P(X) las partes de X y A,B, ... AP-Seqs tales que:

∀ A,B ∈ S; A * B,B * A y B 6= A (3.33)

Llamaremos estructura APO generada por S, E = g(A,B, ...), al conjunto de

AP-Seqs cuyas secuencias generadoras son A,B, ...

lluvia, viento

nube, lluvia, viento

nube, lluvia

nube lluvia viento

viento, sol

sol

Figura 3.4: Estructura APO

Ejemplo 3.2.3. Estructura APO

En el retı́culo de la Figura 3.4 podemos ver la estructura APO, E, formada por las

AP-Seqs A y B donde:

A = g({nube, lluvia, viento}) y

B = g({viento, sol})
⇒ E = g({nube, lluvia, viento}, {viento, sol})

Como vemos, ninguna de estas dos secuencias A y B está completamente in-

cluida en la otra, aunque compartan elementos comunes.
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3.2.4 Propiedades y Operaciones de las AP-Seqs y la Estructura
APO

Para entender algunas operaciones entre AP-Seqs, como el acoplamiento, es

necesario definir el concepto de item-seq.

Definición 3.2.6. Secuencia de Elementos o item-seq de una AP-Seq
Sea R = g(Y) una AP-Seq con conjunto referencial de items X , donde Y =

(y1, ..., yi, ..., yj, ...yn). Diremos que αt ⊆ Y es una secuencia de elementos del

conjunto Y si y sólo si:

αt = {yi, .., yj} (3.34)

con 1 ≤ i ≤ n − 1; i + 1 ≤ j ≤ n; 1 ≤ t ≤
∑n

k=1 k, donde
∑n

k=1 k es

el número máximo de subsecuencias que se pueden formar con los elementos de la

secuencia Y .

Todos los elementos de cada secuencia αt aparecerán en Y y conservarán el

mismo orden.

Ejemplo 3.2.4. Secuencia de Elementos o item-seq de una AP-Seq

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = g(Y ) = {tormenta, sol}
Sea S = g(Y ) = {sol, nube, viento}

⇒ α1(R) = {tormenta}, α2(R) = {sol}, α3(R) = {tormenta, sol}

⇒ α1(S) = {sol}, α2(S) = {nube}, α3(S) = {viento},

α4(S) = {sol, nube}, α5(S) = {nube, viento}

α6(S) = {sol, nube, viento}

En este ejemplo vemos todas las posibles item-seqs que conforman las AP-Seqs

R y S.

Definición 3.2.7. Inclusión de AP-Seqs
Sea R = g(Y ) una AP-Seq con conjunto referencial de items X . Sea S = g(Y ′)
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otra AP-Seq con el mismo conjunto referencial X . Se dice que R está incluida en

S si y sólo si:

R ⊆ S ⇔

{
Y = (y1, ..., yn)

Y ′ = (y′1, .., y
′
i, .., y

′
j, ..., y

′
m)
⇒ (y1, .., yn) = (y′i, .., y

′
j)

para 1 ≤ i ≤ m− 1, i+ 1 ≤ j ≤ m

(3.35)

Es decir, una AP-Seq R estará incluida en otra AP-Seq S, cuando exista una

secuencia de elementos exactamente igual en la secuencia generadora de S a la

secuencia generadora de R.

Ejemplo 3.2.5. Inclusión de AP-Seqs

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = g(Y ), Y = {tormenta, sol, lluvia, nube}
Sea S = g(Y ′), Y ′ = {sol, lluvia, nube}
Sea T = g(Y ′′), Y ′′ = {tormenta, lluvia, nube}

⇒ S ⊆ R, T * R

Veamos:

R = ({tormenta, sol, lluvia, nube}, {tormenta, sol, lluvia}, {sol, lluvia,
nube}, {tormenta, sol}, {sol, lluvia}, {lluvia, nube}, {tormenta}, {sol},
{lluvia}, {nube})

S = ({sol, lluvia, nube}, {sol, lluvia}, {lluvia, nube}, {sol}, {lluvia},
{nube})

T = ({tormenta, lluvia, nube}, {tormenta, lluvia}, {lluvia, nube},
{tormenta}, {lluvia}, {nube})

Todas las item-seqs de S están en R, pero no todas las item-seqs de T lo están,

como es el caso de {tormenta, lluvia}, que está en T , pero no está en R, a pesar de

que todos los elementos de la secuencia generadora de T , Y ′′, están contenidos en

la secuencia generadora de R, Y . Sin embargo, los términos “tormenta” y “lluvia”
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son estrictamente adyacentes en Y ′′, pero no en Y , por lo que T no estará incluida

en R, mientras que S sı́ lo estarı́a.

Definición 3.2.8. Acoplamiento de AP-Seqs
Sean R = g(Y ) y S = g(Y ′) AP-Seqs con conjunto referencial X . Se define el

acoplamiento entre R y S (R _ S) como la estructura APO M = g(βa, βb, ...),

tal que:

1.∀ βa ∈ {β1, ..., βn} ⇒∃ αt, α′s ∈ Y, Y ′ respectivamente,

tal que βa = αt = α′s
(3.36)

2.∀ αt = α′s ∈ Y, Y ′ respectivamente⇒∃ βa ∈ {β1, .., βn}

tal que αt ⊆ βa α
′
s ⊆ βa

(3.37)

donde αt es una item-seq de Y y α′s es item-seq de Y ′.

Es decir, el acoplamiento es igual a la estructura generada por las item-seqs o
subsecuencias coincidentes en Y e Y ′, eliminando aquellas que no sean maximales
(ver Definición 3.2.6).

Ejemplo 3.2.6. Acoplamiento de AP-Seqs

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = g(Y ), Y = {viento, sol, tormenta, lluvia, nube, calor}
Sea S = g(Y ′), Y ′ = {viento, sol, brisa, nube, calor}

Item-seqs coincidentes:

βa = (y1, y2) = (y′1, y
′
2) = {viento, sol}

βb = (y4, y5) = (y′4, y
′
5) = {nube, calor}

Acoplamiento:

⇒M = R _ S = g({viento, sol}, {nube, calor}) = ({viento, sol},
{nube, calor}, {viento}, {sol}, {nube}, {calor})

Definición 3.2.9. Unión de AP-Seqs
Sean R = g(Y ) y S = g(Y ′) AP-Seqs con conjunto referencial X . Se define la

87



3. PROPUESTA TEÓRICA

unión de R y S como la estructura APO, U , generada por Y e Y ′

U = g(R ∪ S) = g(Y, Y ′) (3.38)

Ejemplo 3.2.7. Unión de AP-Seqs

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = g(Y ), Y = {tormenta, sol, lluvia, nube}
Sea S = g(Y ′), Y ′ = {viento, sol, lluvia, tormenta}
⇒ g(Y ∪Y ′) = g({tormenta, sol, lluvia, nube}, {viento, sol, lluvia, tormenta})
= ({tormenta, sol, lluvia, nube}, {viento, sol, lluvia, tormenta}, {tormenta,
sol, lluvia}, {sol, lluvia, nube}, {viento, sol, lluvia}, {sol, lluvia, tormenta},
{tormenta, sol}, {sol, lluvia}, {lluvia, nube}, {viento, sol}, {lluvia, tormenta},
{tormenta}, {sol}, {lluvia}, {nube}, {viento})

En las operaciones de la estructura-AP (Sección 2.2.1), podı́amos distinguir en-

tre “Subconjunto-AP Inducido” y “Subestructura-AP inducida”. Para la estructura

APO sin embargo, siempre se hablará de “Subestructura APO Inducida”, si bien

esta subestructura puede proceder de una AP-Seq o de una estructura APO. Esto

es ası́ porque el resultado del acoplamiento de una AP-Seq con una secuencia, no

dará una subAP-Seq, sino un conjunto de subAP-Seqs, es decir, una estructura.

La operación subestructura APO de una AP-Seq inducida por una secuencia se

encargará de obtener el conjunto APO particular que se genera al acoplar el retı́culo

global de la AP-Seq con una secuencia dada.

Definición 3.2.10. Subestructura APO de una AP-Seq Inducida por una Se-
cuencia
Sea R = g(Y ) una AP-Seq con conjunto referencial X y sea Y ′ ⊆ X , diremos que

S es la subestructura APO de la AP-Seq R inducida por Y ′ si y sólo si:

S = g(Y _ Y ′) (3.39)

es decir, S es una subestructura APO inducida por Y ′ si y sólo si S está generada

por las item-seqs coincidentes en Y e Y ′, o dicho de otra forma, por el acoplamiento
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entre Y e Y ′ (ver Definición 3.2.8). Como hemos dicho, el acoplamiento entre AP-
Seqs da lugar a estructuras APO, por ello obtenemos una subestructura APO en
lugar una subAP-Seq .

El Ejemplo 3.2.8 clarifica estas ideas.

Ejemplo 3.2.8. Subestructura APO de una AP-Seq Inducida por una Secuencia

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = g(Y ), Y = {viento, sol, tormenta, lluvia, nube, calor}
Sea Y ′ = {viento, brisa, lluvia, nube}

Item-seqs coincidentes:

βa = (y1) = (y′1) = {viento}
βb = (y4, y5) = (y′3, y

′
4) = {lluvia, nube}

Subestructura APO inducida:

⇒ S = g(Y _ Y ′) = g({viento}, {lluvia, nube}) = ({lluvia, nube}, {lluvia},
{nube}, {viento})

Al tener más de una secuencia generadora, S no es una subAP-Seq, sino una
subestructura.

Igual ocurrirá con la superestructura APO inducida: la unión de dos secuen-
cias dará lugar a una estructura, por lo que nunca hablaremos de “SuperAP-Seq
Inducida” como hablábamos de “Superconjunto-AP Inducido” cuando veı́amos las
operaciones de los conjuntos-AP (Sección 2.2.1).

Definición 3.2.11. Superestructura APO de una AP-Seq Inducida por una Se-
cuencia
Sea R = g(Y ) una AP-Seq con conjunto referencial X y sea Y ′ ⊆ X diremos que

V es la superestructura APO de la AP-Seq R inducida por Y ′ si y sólo si:

V = g(Y ∪ Y ′) (3.40)

La superestructura V será la generada por la unión de Y e Y ′, siendo la unión
la que se ha visto en la Definición 3.2.9.
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Ejemplo 3.2.9. Superestructura APO de una AP-Seq Inducida por una Secuencia

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa}
Sea R = g(Y ), Y = {viento, sol}
Sea Y ′ = {viento, brisa, lluvia}
⇒ V = g({viento, sol}, {viento, brisa, lluvia})

Vemos que V es una estructura al tener más de una secuencia generadora.

Omitiremos la definición de otras propiedades y operaciones de la estructura

APO como “inclusión de estructuras APO”, “subestructura y superestructura de

una estructura APO inducidas por una secuencia” y “unión e intersección de es-

tructuras APO”, para no hacer demasiado repetitiva la lectura de esta memoria, ya

que todas estas operaciones se definirán igual para la estructura WAPO (Sección

3.3), sólo que más completas en esta última por la inclusión de la ponderación.

3.3 Estructura WAPO
Previamente a la definición de estructura WAPO, estableceremos la de estruc-

tura monotérmino ponderada, con el fin de poder compararlas. Esta última se co-

rresponde con una estructura WAPO donde todas las item-seqs son de nivel uno.

3.3.1 Estructura Monotérmino Ponderada

Las estructuras monotérmino ponderadas, son estructuras monotérmino (ver

Sección 3.2.2) en las que cada conjunto estará formado por una secuencia pon-

derada de nivel uno. Estos conjuntos se denominan ”Conjuntos Monotérmino Pon-

derados.“

Definición 3.3.1. Estructura Monotérmino Ponderada
Sea X = {x1, x2, ..., xn} un conjunto referencial de items y S̃ = {Ã, B̃, ...} ⊆ X

un conjunto de conjuntos monotérmino ponderados, tales que:

∀Ã, B̃ ∈ S̃; Ã * B̃, B̃ * Ã (3.41)
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llamaremos estructura monotérmino generada por S̃, Ẽ = g(Ã, B̃, ...), al con-

junto de conjuntos monotérmino cuyos generadores son Ã, B̃, ... siendo Ã =

{Ai, ωi; 1 ≤ i ≤ n}

Ejemplo 3.3.1. Estructura Monotérmino Ponderada

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa}
Sea Ã = {A, (ωA)} = {{lluvia, (5)}, {sol, (10)}}
Sea B̃ = {B, (ωB)} = {sol, (10)}
Sea C̃ = {C, (ωC)} = {{calor, (12)}, {sol, (10)}, {brisa, (8)}}
Sea D̃ = {D, (ωD)} = {brisa, (8)}
⇒ Ẽ = g(Ã, B̃, C̃, D̃) = ({lluvia, (5)}, {sol, (10)}, {calor, (12)}, {brisa, (8)})

Visualización de la Estructura Monotérmino Ponderada en forma de Tag
Cloud.

En la Figura 3.5 podemos ver la tag cloud de la estructura monotérmino pon-
derada del Ejemplo 3.3.1.

sol calor
lluvia

brisa

Figura 3.5: Estructura monotérmino

Para definir la estructura WAPO, comenzaremos definiendo las “AP-Seqs Pon-
deradas“ o ”Conjuntos WAPO”.

3.3.2 Definición, Propiedades y Operaciones de las AP-Seqs Pon-
deradas

Las estructuras WAPO se componen por AP-Seqs ponderadas y éstas, a su vez,
por item-seqs ponderadas.
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Definición 3.3.2. Item-seq ponderada de una AP-Seq
Sea R = g(Y) una AP-Seq con conjunto referencial de items X. Diremos que α̃t ⊆ Y

es una item-seq ponderada del conjunto Y si y sólo si:

α̃t = [αt, ωt] (3.42)

donde αt es la item-seq definida en la Definición 3.2.6 y ωt su peso.

Como las item-seqs se extraerán del texto, el peso se corresponderá con su fre-

cuencia de aparición en éste (ωt ∈ N).

Propiedad 3.3.2.
El peso o frecuencia de las item-seqs de mayor grado, será menor o igual que

el peso o frecuencia de las item-seqs de grado menor.

Si α1 ⊆ α2 ⇒ ω1 ≥ ω2 (3.43)

Ejemplo 3.3.2. Item-seq ponderada de una AP-Seq

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R = g(Y ) = {viento, lluvia, brisa}

⇒ α̃1(R) = {viento, (8)}, α̃2(R) = [{lluvia}, (5)], α̃3(R) = [{brisa}, (5)]

α̃4(R) = [{viento, lluvia}, (3)], α̃5(R) = [{lluvia, brisa}, (4)]

α̃6(R) = [{viento, lluvia, brisa}, (2)]

En este ejemplo se han extraı́do todas las posibles item-seqs de la AP-Seq R. El

dı́gito al final de cada una de ellas indicarı́a su frecuencia de aparición en un texto

hipotético, es decir, su peso.

Definición 3.3.3. AP-Seq Ponderada o Conjunto WAPO
Sea R un conjunto APO, diremos que R̃ es un conjunto WAPO si y sólo si:

R = {α1, α2, ...} ⇒ R̃ = {α̃1, α̃2, ...} (3.44)
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siendo α̃i una item-seq ponderada.

Propiedades y Operaciones de las AP-Seqs Ponderadas
A continuación se introduce la ”Inclusión de AP-Seqs Ponderadas“ y la ”Subes-

tructura WAPO de una AP-Seq Ponderada Inducida por una Secuencia“, por reves-

tir ambas especial importancia. El resto de operaciones que se vieron para las AP-

Seqs sin ponderar (Sección 3.2.4), se definirı́an del mismo modo para las AP-Seqs

ponderadas, pero considerando que las item-seqs tienen un peso asociado.

Definición 3.3.4. Inclusión de AP-Seqs Ponderadas
Sean R̃ = g̃(Y ) y S̃ = g̃(Y ′) dos AP-Seqs ponderadas con el mismo conjunto

referencial de items X:

R̃ ⊆ S̃ ⇔ Y ⊆ Y ′ (3.45)

con

ωαt(R̃) = ωαt(S̃) ∀ t = 1, 2, ... (3.46)

El peso de las item-seqs será el mismo en R̃ y en S̃, ya que ambas proceden del

mismo texto.

Ejemplo 3.3.3. Inclusión de AP-Seqs Ponderadas

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea R̃ = g̃({viento, lluvia}) = ([{viento, lluvia, }(3)], [{viento}, (4)], [{lluvia},
(7)])

Sea S̃ = g̃({viento, sol, lluvia}) = ([{viento, lluvia, sol}, (2)], [{viento, sol},
(4)], [{sol, lluvia}, (5)], [{viento}, (4)], [{lluvia}, (7)], [{sol}, (6)]

⇒ R̃ * S̃

La AP-Seq ponderada R̃ no está incluida en la AP-Seq ponderada S̃, ya que su

secuencia generadora, {viento, lluvia}, no está incluida en la secuencia generadora

de S̃, {viento, sol, lluvia}, por no existir el mismo orden estricto de adyacencia

entre los items viento y lluvia.
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Definición 3.3.5. Subestructura WAPO de una AP-Seq Ponderada Inducida
por una Secuencia
Sea R̃ = g̃(Y ) diremos que S̃ es la subestructura WAPO de una AP-Seq ponderada

inducida por Y’si y sólo si:

S̃ = g(R̃ _ Y ′) (3.47)

donde

ωαt(S̃) = ωαt(R̃) (3.48)

La secuencia Y ′ no es ponderada, ya que representa las item-seqs de una tupla

tras la limpieza o los términos introducidos en una consulta. En este último caso,

el acoplamiento representa las item-seqs en R̃ que se recuperan con Y ′, por lo que

el peso de las item-seqs tras el acoplamiento, será el mismo que tuvieran en R̃.

Podemos ver la operación de acoplamiento de AP-Seqs (denotada por ”_“) en

la Definición 3.2.8.

3.3.3 Definición, Propiedades y Operaciones de la Estructura WA-
PO

Pasemos a ver la definición de la estructura WAPO, que de forma equivalente a

las estructuras WAP y APO, se definirá como un conjunto de AP-Seqs ponderadas.

Definición 3.3.6. Estructura WAPO
Sea X = {x1, x2, ..., xn} un conjunto referencial de items y S̃ = {Ã, B̃, ...} ⊆
P (X) un conjunto de item-seqs frecuentes ponderadas de nivel mayor o igual que

uno, siendo P(X) las partes de X y Ã, B̃, ... AP-Seqs ponderadas tales que:

∀ Ã, B̃ ∈ S̃; Ã * B̃, B̃ * Ã y B̃ 6= Ã (3.49)

Llamaremos estructura WAPO generada por S̃, Ẽ = g(Ã, B̃, ...), al conjunto

de AP-Seqs ponderadas cuyas secuencias generadoras son Ã, B̃, ...

Nota.- La AP-Seq Ã puede expresarse como g̃(A)
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Ejemplo 3.3.4. Estructura WAPO

Sea Ã = g̃({lluvia, tormenta, nube})

= ([{lluvia, tormenta, nube}, (4)], [{lluvia, tormenta}, (6)], [{tormenta,

nube}, (5)], [{lluvia}, (7)], [{tormenta}, (10)], [{nube}, (8)]) y

Sea B̃ = g̃({lluvia, sol}

= ([{lluvia, sol}, (7)], [{lluvia}, (7)], [{sol}, (12)]), entonces :

Ẽ = g̃({lluvia, tormenta, nube}, {lluvia, sol})

= ([{lluvia, tormenta, nube}, (4)], [{lluvia, tormenta}, (6)], [{tormenta,

nube}, (5)], [{lluvia, sol}, (7)], [{lluvia}, (7)], [{tormenta}, (10)],

[{nube}, (8)], [{sol}, (12)])

Visualización de la Estructura WAPO en forma de Tag Cloud.

En la Figura 3.6 podemos ver la tag cloud de la estructura WAPO del Ejemplo
3.3.4.

lluvia tormenta

lluvia tormenta nube

tormenta nube

lluvia sol

lluvia

tormentanube

sol

Figura 3.6: Estructura WAPO

Propiedades y Operaciones de la Estructura WAPO
Empezaremos definiendo la operación de inclusión de estructuras WAPO. Una

estructura WAPO Ẽ1 estará contenida en otra estructura WAPO Ẽ2 si todas las
secuencias generadoras de Ẽ1 aparecen incluidas en alguna de las secuencias ge-
neradoras de Ẽ2.
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Definición 3.3.7. Inclusión de Estructuras WAPO
Sean Ẽ1 y Ẽ2 dos estructuras WAPO con el mismo conjunto referencial de items

X . Diremos que Ẽ1 está incluida en Ẽ2 (Ẽ1 ⊆ Ẽ2) si y sólo si:

∀ R̃ AP-Seq ponderada deẼ1 ⇒ ∃ S̃ AP-Seq ponderada deẼ2,

tal que R̃ ⊆ S̃(análogamente R ⊆ S)
(3.50)

siendo

ωαt(Ẽ1) = ωαt(Ẽ2) ∀ t = 1, 2, ... (3.51)

Para aplicar esta propiedad, nos servimos de la Definición 3.3.4 de inclusión de

AP-Seqs ponderadas.

Para encontrar la representación del TDA correspondiente a una tupla dada de

la base de datos, utilizaremos la operación subestructura APO inducida. La subes-

tructura WAPO inducida se definirá igual que ésta, pero considerando el peso y

representará los resultados obtenidos con una consulta, donde el peso indicarı́a el

número de tuplas recuperadas.

Definición 3.3.8. Subestructura WAPO Inducida
Sea la estructura WAPO Ẽ = g(Ã1, Ã2, ..., Ãn) con conjunto referencial de items

X e Y ⊆ X . Definiremos la sub-estructura WAPO de E, Ẽ ′ inducida por Y como:

Ẽ ′ = Ẽ ∧ Y = g(B̃1, B̃2, ..., B̃m) (3.52)

donde

∀ B̃i ∈ {B̃1, ..., B̃m} ⇒∃ Ãj ∈ {Ã1, ..., Ãn}

tal queBi = Aj _ Y
(3.53)

∀ Ãj ∈ {Ã1, ..., Ãn} ⇒∃ B̃i ∈ {B̃1, ..., B̃m}

tal queAj _ Y ⊆ Bi

(3.54)

con

ωαt(Ẽ
′) = ωαt(Ẽ) (3.55)
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Ẽ ′ es la estructura WAPO generada por el acoplamiento de Y con las secuencias

generadoras de Ẽ. Para ello, se hace el acoplamiento de cada item-seq de Y con

todas las item-seqs generadas por (A1, A2, ..., An) de Ẽ, tal como se indica en la

Definición 3.2.8. En las AP-Seqs Bi de Ẽ ′ irán sólo las item-seqs que no estén

completamente incluidas en otra AP-Seq de Bi, ya que si no serı́an redundantes

y la estructura WAPO resultante no estarı́a constituida únicamente por secuencias

maximales.

No tiene sentido que la secuencia Y sea ponderada, ya que normalmente repre-

senta los elementos introducidos en la consulta.

Ilustraremos lo anterior con el Ejemplo 3.3.5.

Ejemplo 3.3.5. Subestructura WAPO Inducida

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}

Sea Ẽ = g̃({viento, sol, nube}, {lluvia, nube})

= ([{viento, sol, nube}, (4)], [{viento, sol}, (6)], [{sol, nube}, (4)],

[{lluvia, nube}, (2)], [{viento}, (7)], [{sol}, (8)], [{nube}, (7)],

[{lluvia}, (3)]

Sea Ỹ = g({viento, lluvia, nube})

⇒ Ẽ ∧ Y = g̃({viento}, {lluvia, nube})

= ([{viento}, (7)], [{lluvia, nube}, (2)], [{lluvia}, (3)], [{nube}, (7)])

Vemos que, aunque la item-seq {nube} también se obtendrı́a del acoplamiento

de Ỹ con la primera secuencia generadora de Ẽ, A1 = {viento, sol, nube}, ésta no

se considera como secuencia generadora en E ′ por no ser maximal en esta estruc-

tura.

El peso de las item-seqs en la sub-estructura WAPO inducida es el que tenı́an

en la estructura WAPO original. La subestructura WAPO inducida representarı́a el

resultado de la consulta, la AP-Seq Y contendrı́a los términos de ésta y la estruc-

tura WAPO simbolizarı́a la información contenida en el atributo textual consultado.
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De forma análoga a la definición anterior, se define ahora la operación super-
estructura WAPO inducida. Esta operación permite obtener la estructura WAPO
generada por la unión de un conjunto dado con una estructura WAPO determinada.

Definición 3.3.9. Superestructura WAPO Inducida
Sea la estructura WAPO Ẽ = g(Ã1, Ã2, ..., Ãn) con conjunto referencial de items

X e Y ⊆ X . Definiremos la superestructura WAPO deE, Ẽ ′ inducida por Ỹ como:

Ẽ ′ = Ẽ ∨ Ỹ = g(B̃1, B̃2, ..., B̃m) (3.56)

donde

∀ B̃i ∈ {B̃1, ..., B̃m} ⇒∃ Ãj ∈ {Ã1, ..., Ãn}

tal que Bi = Aj ∪ Y
(3.57)

∀ Ãj ∈ {Ã1, ..., Ãn} ⇒∃ B̃i ∈ {B̃1, ..., B̃m}

tal que Aj ∪ Y ⊆ Bi

(3.58)

donde

ω
αt(Ẽ′)

=


ωαt(Ẽ) si αt(Ẽ ′) ∈ (Ẽ − Ỹ ),

ωαt(Ỹ ) si αt(Ẽ ′) ∈ (Ỹ − Ẽ)

ωαt(Ẽ) + ωαt(Ỹ ) − ωαt(Ẽ∩Ỹ ) si αt(Ẽ ′) ∈ Ẽ, Ỹ
(3.59)

ω
αt(Ẽ′)

es el peso de las item-seqs en Ẽ ′, ωαt(Ỹ ) el de las item-seqs generadas
por Ỹ , ωαt(Ẽ) el de las item-seqs en Ẽ generadas por Aj y ωαt(Ẽ∩Ỹ ) es el peso de
las item-seqs generadas tanto por Ẽ como por Ỹ .

En este caso, las item-seqs que estaban presentes tanto en Ẽ como en Ỹ , apa-
recerán en Ẽ ′ con peso igual a la suma de los pesos que presentaran en Ẽ y en
Ỹ menos el peso de las item-seqs presentes en la intersección, que serán aquellas
provenientes de entradas repetidas en Ẽ e Ỹ . Las item-seqs que estuvieran sólo en
Ẽ o Ỹ conservarán su peso.

Al igual que en la superestructura WAP inducida (ver Definición 3.1.8), aquı́ sı́ tie-
ne sentido que la Ỹ sea ponderada, puesto que estas operaciones representan la
agregación de información a la base de datos.
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Ejemplo 3.3.6. Superestructura WAPO Inducida

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}

Sea Ẽ = g̃({viento, sol, nube})

= ([{viento, sol, nube}, (4)], [{viento, sol}, (6)], [{sol, nube}, (4)],

[{viento}, (7)], [{sol}, (8)], [{nube}, (7)]),

Sea Ỹ = g̃({viento, sol, lluvia})

= ([{viento, sol, lluvia}, (2)], [{viento, sol}, (3)], [{sol, lluvia}, (3)],

[{viento}, (5)], [{sol}, (4)], [{lluvia}, (3)])

⇒ Ẽ ∨ Ỹ = g̃({viento, sol, nube}, {viento, sol, lluvia})

= ([{viento, sol, nube}, (4)], [{viento, sol, lluvia}, (2)],

[{viento, sol}, (8)], [{sol, nube}, (4)], [{sol, lluvia}, (3)]

[{viento}, (10)], [{sol}, (11)], [{nube}, (7)], [{lluvia}, (3)])

Si observamos por ejemplo la item-seq {viento, sol}, vemos que aparece tanto

en Ẽ como en Ỹ con pesos 6 y 3, respectivamente. El peso en la superestructura

WAPO inducida Ẽ ′ igual a 8, indica que existe una elemento en Ẽ repetido en Ỹ

y que no se ha considerado en el cálculo del peso de Ẽ ′, para no contabilizarlo

doblemente.

El acoplamiento entre dos estructuras WAPO nos dará los elementos comunes

en dos atributos textuales.

Definición 3.3.10. Acoplamiento de Estructuras WAPO
Sean Ẽ1 = g(Ã1, Ã2, ..., Ãn) y Ẽ2 = g(B̃1, B̃2, ..., B̃m) dos estructuras WAPO, se

define el acoplamiento de Ẽ1 y Ẽ2 como el conjunto generado por:

S = Ẽ1 _ Ẽ2 = g(C̃1, C̃2, ..., C̃h) (3.60)

verificando:

∀C̃i ∈ {C̃1, ..., C̃h}; ∃ Ãp ∈ {Ã1, ..., Ãn}

y B̃q ∈ {B̃1, ..., B̃m} / C̃i = Ãp _ Ãq
(3.61)
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con

ωαt(E) ≤ ωαt(Ẽ1), ωαt(Ẽ2) (3.62)

El peso o frecuencia de las item-seqs resultantes tras el acoplamiento, siempre
será menor o igual al peso que tuvieran en sus estructuras de origen. Igualmente, el
peso o frecuencia de las entradas comunes en dos atributos textuales, será menor o
igual al peso que tengan en estos atributos.

Ejemplo 3.3.7. Acoplamiento de Estructuras WAPO

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}

Sea Ẽ1 = g̃({viento, sol, nube}, {lluvia, nube})

= ([{viento, sol, nube}, (4)], [{viento, sol}, (6)], [{sol, nube}, (4)],

[{lluvia, nube}, (2)], [{viento}, (7)], [{sol}, (8)], [{nube}, (7)],

[{lluvia}, (3)]

Sea Ẽ2 = g̃({viento, lluvia, nube})

= ([{viento, lluvia, nube}, (3)], [{viento, lluvia}, (4)], [{lluvia, nu−

be}, (3)}], [{viento}, (5)], [{lluvia}, (6)], [{nube}, (5)])

⇒ Ẽ _ Ẽ2 = g̃({viento}, {lluvia, nube})

= ([{viento}, (4)], [{lluvia, nube}, (1)], [{lluvia}, (2)], [{nube}, (2)])

La operación de unión de dos estructuras WAPO representa la unión de dos
atributos textuales en una sola columna de las base de datos.

Definición 3.3.11. Unión de Estructuras WAPO
Sean Ẽ1 = g(Ã1, Ã2, ..., Ãn) y Ẽ2 = g(B̃1, B̃2, ..., B̃m) dos estructuras WAPO, se

define la unión como:

S = Ẽ1 ∪ Ẽ2 = g(C̃1, C̃2, ..., C̃l) (3.63)

verificando:

i) ∀C̃i ∈ {C̃1, ..., C̃l} ⇒ ( ∃ Ãj/C̃i = Ãj) o (∃ B̃l/C̃i = B̃l) (3.64)

ii) ∀ Ãj ∈ {Ã1, ..., Ãn} ⇒ ∃ C̃i/Ãj ⊆ C̃i (3.65)

iii) ∀ B̃l ∈ {B̃1, ..., B̃m} ⇒ ∃ C̃i/B̃l ⊆ C̃i (3.66)
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donde

ω
It(Ẽ

′ )
=


ω
αt(Ẽ1)

si αt(S̃) ∈ (Ẽ1 − Ẽ2),

ωαt(Ẽ2) si αt(S̃) ∈ (Ẽ2 − Ẽ1),

ωαt(Ẽ1) + ωαt(Ẽ2) − ωαt(Ẽ1∩Ẽ2) si αt(S̃) ∈ Ẽ1, Ẽ2

(3.67)

Ejemplo 3.3.8. Unión de Estructuras WAPO

Sea X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea Ẽ1 = g̃(Y ), Y = {{viento, sol}, {lluvia}}
Sea Ẽ2 = g̃(Y ′), Y ′ = {{calor, sol}, {viento}}
⇒ Ẽ1 ∪ Ẽ2 = g̃({viento, sol}, {calor, sol}, {lluvia})

Como se puede ver, en la unión de Ẽ1 y Ẽ2 no se ha incluido la secuencia

{viento}, debido a que ésta forma parte de otra secuencia maximal, la {viento, sol}.

3.4 Consultas
Teniendo en cuenta que las estructuras WAP y WAPO se obtienen a partir de

los términos relevantes del atributo textual que se está procesando, se puede decir

que contendrán la mayorı́a de los términos representativos que aparecen en dicho

atributo. De aquı́ podemos afirmar entonces, que dichas estructuras constituyen el

dominio activo del atributo del que se obtienen, cada una con sus peculiaridades

especı́ficas.

La idea es que el usuario expresa sus requerimientos como secuencias de térmi-

nos, para ser consultados sobre atributos textuales en la base de datos. Dichos atri-

butos estarán representados por sus estructuras WAP y WAPO particulares.

Tras realizar la intersección o el acoplamiento de la estructura particular del

atributo textual con la secuencia de consulta, se obtiene la subestructura WAP o

WAPO inducida, según corresponda, y esta subestructura representa la información

que se recupera con la consulta.

Por otra parte, también se calculará el TDA de cada tupla, que nos ayudará para

saber qué tuplas exactamente son las que se recuperan. Para obtener el TDA se rea-

liza la intersección o el acoplamiento entre la estructura de conocimiento y el texto

101



3. PROPUESTA TEÓRICA

corto modificado que se obtiene para la tupla a la salida del proceso de limpieza de
datos, o lo que es lo mismo, se calcula la subestructura-AP o APO inducida por el
conjunto o secuencia formada por los elementos de esa tupla, una vez que el texto
está limpio. Como el cálculo de este TDA se realiza para cada tupla en concreto, no
tiene sentido hacerlo con las estructuras ponderadas, ya que el TDA de cada tupla
es independiente del de las demás y no conlleva peso alguno.

Ası́ mismo, es posible que el usuario consulte directamente sobre el TDA de las
tuplas en lugar de sobre la subestructura-AP inducida.

De esta forma, dos tipos diferentes de consultas pueden ser resueltas:

1. Consultas sobre la estructura o dominio activo

El usuario puede dar una lista inicial de términos en su consulta, sin tener
conocimiento alguno sobre el vocabulario de la estructura WAP o WAPO,
mas que por los términos visualizados en la tag cloud. En este caso, puede
preguntar inicialmente sobre el dominio activo del atributo, representado por
su estructura particular, buscando los términos que se acoplan con su lista
inicial. Si está interesado en que para el cálculo de este dominio se haya dis-
criminado según el orden estricto de adyacencia de los términos, preguntarı́a
por el dominio activo de la estructura WAPO, de no ser ası́, preguntarı́a por
el dominio activo de la estructura WAP.

Cuando se conozcan los términos sobre los que se va a consultar, se rea-
liza un acoplamiento de los mismos con la estructura de conocimiento. El
usuario tiene la opción de elegir, además de la estructura con la que se reali-
za el acoplamiento (WAP o WAPO), que el acoplamiento sea fuerte o débil
(se verá la definición de acoplamiento fuerte y débil en la Sección 3.4.1).
Si elige acoplamiento fuerte, se realizará un acoplamiento con los conjun-
tos o secuencias generadoras que incluyan completamente los términos de
la consulta, descartando las demás. Si elige un acoplamiento débil, se reali-
zará un acoplamiento con todos los conjuntos o secuencias generadoras de la
estructura que incluyan algún término de la consulta. En este caso, el usuario
puede captar nuevos términos relacionados con su búsqueda que se encuen-
tran almacenados en la estructura de conocimiento, para en un paso posterior,
preguntar por estos términos a través del acoplamiento fuerte.
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2. Consultas sobre cada tupla de la base de datos

En este tipo de consultas el usuario podrı́a dar una lista inicial de términos

para preguntar directamente sobre el TDA particular de cada tupla, con lo que

los procedimientos de acoplamiento se invocarı́an directamente sobre dichas

estructuras.

No olvidemos que la tag cloud, aparte de representar el contenido de la infor-

mación, también actúa como asistente para la consulta, por lo que no siempre la

forma de consultar será introduciendo los términos, sino que el usuario también

puede directamente pulsar en una de las etiquetas de la tag cloud y los términos de

dicha etiqueta actuarán como términos de consulta.

En el esquema de la Figura 3.7, se resumen las distintas opciones de consulta

que tiene el usuario.

Consulta

Estructura WAP

Estructura WAPO

Dominio Activo

Tuplas

Acoplamiento Fuerte

Acoplamiento Débil

Figura 3.7: Esquema de las distintas opciones de consulta

3.4.1 Acoplamiento de Secuencias con Estructuras APO: Aco-
plamientos Fuerte y Débil

Consideremos la estructura APO como tipo de dato. Para ver el acoplamiento

cuando el tipo de dato es la estructura-AP referir a la Sección 2.2.2.

Tomamos la estructura APO como tipo de dato en lugar de la estructura WAPO,

porque para ver si existe acoplamiento entre una estructura y un conjunto o secuen-

cia, sólo hace falta mirar si los términos del conjunto se encuentran en alguno de

los generadores de la estructura, independientemente de su peso en ésta. Aún ası́,
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cuando calculemos la subestructura que se genera tras el acoplamiento, si es conve-
niente tener el cuenta el peso en las item-seqs, que será el mismo que tuvieran en la
estructura WAPO particular del atributo del que proceden. Este peso, nos aportarı́a
información acerca del número de tuplas que se recuperan.

Dicho esto, cada atributo textual de una base de datos sobre la que consulta el
usuario, tendrá su estructura APO particular. Y supongamos que el usuario expre-
sa sus requerimientos a través de secuencias de términos, estas secuencias puede
escribirlas el mismo usuario o pueden ser etiquetas representadas en la tag cloud

particular del atributo. La información recuperada con este tipo de consulta nos
vendrá dada a través del acoplamiento de la secuencia de términos consulta y la
estructura APO, por lo que resulta necesario establecer algunos tipos de acopla-
mientos para satisfacer las consultas que se pueden realizar sobre dichas estructu-
ras. Dos tipos distintos de acoplamiento que aparecen directamente, uno cuando se
desea encontrar todos los términos de la consulta, el acoplamiento fuerte, y otro
cuando se desea encontrar al menos uno de los términos que se están buscando, el
acoplamiento débil.

Definición 3.4.1. Acoplamiento Fuerte
Sea la estructura APO E = g(A1, A2, ..., An) con conjunto referencial de items X

e Y ⊆ X . Se define el acoplamiento fuerte entre Y y E como la operación lógica:

Y � E =

{
verdadero si ∃ Ai ∈ {A1, ..., An}/Y ⊆ Ai

falso en otro caso
(3.68)

El acoplamiento fuerte será, por lo tanto, el que tendrá una secuencia Y con
la estructura APO E cuando dicha secuencia aparezca completamente incluida en
alguna de las secuencias generadoras de E, manteniendo la relación de orden entre
los elementos.

Definición 3.4.2. Acoplamiento Débil
Sea la estructura APO E = g(A1, A2, ..., An) con conjunto referencial de items X

e Y ⊆ X . Se define el acoplamiento débil entre Y y E como la operación lógica:

Y ⊕ E =

{
verdadero si ∃ Ai ∈ {A1, ..., An}/Y _ Ai 6= ∅
falso en otro caso

(3.69)
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El acoplamiento débil será, por lo tanto, el que tendrá una secuencia Y con la
estructura APO E cuando dicha secuencia aparezca parcialmente incluida en algu-
na de las secuencias generadoras de E, es decir, el acoplamiento de Y con E sea
distinto de cero.

Ejemplo 3.4.1. Acoplamientos Fuerte y Débil

X = {lluvia, viento, sol, tormenta, nube, calor, brisa, nieve}
Sea E1 = g(Y ), Y = ({viento, sol, brisa}, {lluvia, nube}, {calor, tormenta})
Sea Y ′ = ({sol, brisa})
Sea Y ′′ = ({brisa, viento, sol})

⇒


Y ′ � E = verdadero

Y ′′ � E = falso

Y ′′ ⊕ E = verdadero

Vemos que Y ′ está completamente incluida en la primera secuencia generadora
de E, por lo tanto tendrá un acoplamiento fuerte con E. Y ′′ en cambio, sólo está in-
cluida parcialmente en esta primera secuencia, aunque aparezcan incluidos sus tres
elementos. Esto ocurre porque la AP-Seq {viento, sol, brisa} no es igual que la
AP-Seq {brisa, viento, sol}.

A continuación ,en la Sección 3.4.2 presentamos un ı́ndice para cuantificar el
grado de bondad de los acoplamientos, entendiendo que un acoplamiento será me-
jor cuanto más se ajuste la secuencia de consulta a la subestructura APO inducida
del atributo consultado. Un mayor ajuste tendrá mayor respuesta y por lo tanto, su
ı́ndice de acoplamiento será mayor.

3.4.2 Cálculo de la Bondad de Acoplamiento: Índice de Acopla-
miento Fuerte y Débil

Este acoplamiento puede calcularse por medio de 2 formas:

1. Cálculo de ı́ndice por el promedio: Se calcula teniendo en cuenta todas las
AP-Seqs que componen la estructura APO, sumando el grado de acoplamien-
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to de cada AP-Seq, multiplicando por el número de AP-Seqs que acoplan y
dividiendo entre el número total de AP-Seqs en la estructura APO.

2. Cálculo de ı́ndice por el máximo: Para su cálculo sólo se tiene en cuenta
la AP-Seq perteneciente a la estructura APO con la que mejor se acopla el
conjunto o secuencia de términos buscada, que será la secuencia donde la car-
dinalidad del acoplamiento sea mayor. Esta cardinalidad se calcula sumando
la cardinalidad de todos los emparejamientos resultantes tras el acoplamiento
de la AP-Seq con la estructura APO.

Sea la estructura APO E = g(A1, A2, ..., Am) con conjunto refencial de items
X e Y ⊆ X . Cada secuencia Ai puede expresarse como un conjunto de subse-
cuencias o item-seqs: Ai = (α1, α2, ...), donde α1, α2, ... son todas las posibles
subsecuencias, de cualquier longitud, que se pueden formar con los términos de la
secuencia generadora Ai (ver Ejemplo 3.2.4).

LLamaremos δij al valor del cardinal de la item-seq αj resultante del acopla-
miento del conjunto o la secuencia Y con Ai:

δij = card(αj|Ai _ Y ) (3.70)

Y γi al valor del cardinal de Ai:

γi = card(Ai) (3.71)

Veamos exactamente a qué nos referimos con esta notación en el Ejemplo 3.4.2.

Ejemplo 3.4.2. Cálculo de cardinales δi,j y γi
Sea E = g({lluvia, tormenta, nieve}, {lluvia, nieve})

Sea Y = {lluvia, nieve}
Las item-seqs resultantes tras el acoplamiento de Y con la primera secuencia gene-

radora de E, A1 = {lluvia, tormenta, nieve}, son:

α1 = {lluvia}, α2 = {nieve}, entonces: δ1,1 = 1, δ1,2 = 1

Y las item-seqs resultantes tras el acoplamiento de Y con la segunda secuencia ge-

neradora de E, A2 = {lluvia, nieve}, son:

α3 = {lluvia, nieve}, entonces: δ2,3 = 2

siendo γ1 = 3 y γ2 = 2.
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Aunque cuando hallamos la subestructura APO inducida, las item-seqs α1 y α2

se suprimen de la secuencias generadoras de la subestructura por estar contenidas

en α3, evitando ası́ las redundancias, aquı́ las consideramos porque entendemos que

para medir la bondad del acoplamiento de la secuencia Y con la estructura E hay

que tener en cuenta todas las secuencias generadoras de E con las que se acopla la

secuencia Y , teniendo mayor bondad de acoplamiento la secuencia Y que se acople

con un mayor número de secuencias generadoras de E.

Calculemos ahora la probabilidad de que el valor del cardinal de la item-seq αj
del acoplamiento de Y con Ai sea δij .

Aplicando la probabilidad de Laplace,

p(δij) =
casos favorables
casos posibles

(3.72)

Como “casos posibles” consideraremos todas las posibles reordenaciones de

los elementos de Ai independientemente del cardinal de las item-seqs del acopla-

miento de Y con estos elementos. Con “casos favorables” consideraremos todas

las posibles reordenaciones de los elementos de Ai que den como resultado que el

cardinal de la item-seq αj del acoplamiento de Y con Ai sea δij .

Para hallar el número de casos posibles o posibles reordenaciones de los ele-

mentos de Ai, calculamos las permutaciones del cardinal de Ai:

casos posibles = γi! (3.73)

Para hallar el número de casos favorables también calculamos las permutacio-

nes, pero en este caso no serán las permutaciones de todos los elementos de Ai, ya

que queremos obtener sólo el número de posibles ordenaciones donde el cardinal

de la item-seq αj del acoplamiento de Ai con Y sea δij .

El acoplamiento de dos AP-Seqs es igual a las item-seqs coincidentes en las dos

AP-Seqs. Como dentro de cada una de estas subsecuencias o item-seqs, el orden de

los elementos es inalterable, cada item-seq se contará como un sólo elemento para

el cálculo las reordenaciones de los elementos de Ai.

Con lo que el número de casos favorables serán las permutaciones de los ele-

mentos de Ai menos los elementos de la item-seq αj resultante del acoplamiento
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de Y con Ai más uno (porque αj contará como un sólo elemento):

casos favorables = [γi − (δij − 1)]! = (γi − δij + 1)! (3.74)

Con lo que:

p(δij) =
[γi − (δij − 1)]!

γi!
=

(γi − δij + 1)!

γi!
(3.75)

Y con esto tenemos la probabilidad de que el cardinal de la item-seq αj del
acoplamiento de Y con Ai sea δij . Lo que pretendemos con esto es ponderar es-
tas item-seqs resultantes del acoplamiento, de forma que los emparejamientos de
item-seqs de mayor longitud (mayor cardinal) reciban más peso que los empareja-
mientos de longitud menor (menor cardinal), de modo que un emparejamiento de
tres elementos, reciba más peso que tres emparejamientos de un sólo término, por
ejemplo.

Como p(δij) es menor cuanto mayor sea el cardinal de αj , multiplicaremos el
cardinal de αj por la inversa de la p(δij) para el cálculo del ı́ndice de bondad de
acoplamiento, para dar de esta forma más peso a los acoplamientos de secuencias
con mayor número de términos (mayor δi,j).

Explicado lo anterior, ya podemos introducir el cálculo de los ı́ndices de aco-
plamiento fuerte y débil.

Definición 3.4.3. Cálculo del Índice de Acoplamiento Fuerte
Se define el acoplamiento fuerte entre Y y E como S(Y |E) donde:

∀Ai ∈ {A1, ..., An}, ∀αj ∈ {α1, ..., αm}, mij(Y ) =
δij

γi!
(γi−δij+1)!

γi
(3.76)

S = {i ∈ {1, ..., n}, j ∈ {1, 2, ...}| Y ⊆ Ai, αj ⊆ Ai} (3.77)

Con lo que se define:

1. Índice fuerte por el promedio

S(Y |E) =

∑
i,j∈Smij(Y )∑

i∈S γi!
· m
n

(3.78)

donde m es el número de AP-Seqs {A1, ..., An} ∈ E tales que Y ⊆ Ai ∀i ∈
{1, ..., n} y n el número total de AP-Seqs en E.
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2. Índice fuerte por el máximo

S(Y |E) = maxi

(
mij(Y )

γi!

)
; i, j ∈ S (3.79)

Definición 3.4.4. Cálculo del Índice de Acoplamiento Débil
Se define el acoplamiento débil entre Y y E como W (Y |E) donde:

∀Ai ∈ {A1, ..., An}, ∀αj ∈ {α1, ..., αm}, mij(Y ) =
δij

γi!
(γi−δij+1)!

γi
(3.80)

W = {i ∈ {1, ..., n}, j ∈ {1, ...,m}| Y _ Ãi 6= ∅, αj ⊆ Ai} (3.81)

Con lo que se define:

1. Índice débil por el promedio

W (Y |E) =

∑
i,j∈W mij(Y )∑

i∈W γi!
· m
n

(3.82)

donde m es el número de AP-Seqs {A1, ..., An} ∈ E tales que Y _ Ai 6=
∅ ∀i ∈ {1, ..., n} y n el número total de AP-Seqs en E.

2. Índice débil por el máximo

W (Y |E) = maxi

(∑
jmij(Y )

γi!

)
; i, j ∈ W (3.83)

Propiedades de los Índices

1. Todos los ı́ndices están comprendidos entre 0 y 1.

Para un mismo acoplamiento:

2. El ı́ndice basado en el máximo será siempre mayor o igual que el ı́ndice por
el promedio.

3. El ı́ndice débil de acoplamiento basado en el máximo será siempre mayor o
igual que el ı́ndice fuerte de acoplamiento basado en el máximo.

109



3. PROPUESTA TEÓRICA

4. El ı́ndice débil de acoplamiento basado en el promedio será siempre mayor
o igual que el ı́ndice fuerte de acoplamiento basado en el promedio.

Ejemplo 3.4.3. Cálculo del Índice de Acoplamiento Fuerte

Sea E = ({1, 2, 3, 4}, {2, 3, 1}, {3, 5, 4})
Sea Y = ({2, 3, 1})
⇒ Y ⊆ A2 ⇒ A2 _ Y = {2, 3, 1}

1. Cálculo de Índice de Acoplamiento Fuerte por el Promedio.

S(Y |E) =

3( 3!
(3−3+1)!)

3

3!
· 1

3
=

1

3

2. Cálculo del Índice de Acoplamiento Fuerte por el Máximo.

S(Y |E) = max(1) = 1

Ejemplo 3.4.4. Cálculo del Índice de Acoplamiento Fuerte

Sea E = ({1, 2, 3, 4, 5}, {1, 2, 3, 6}, {3, 5, 4})
Sea Y = ({1, 2, 3})
⇒ Y ⊆ A1, A2 ⇒ A1 _ Y = {1, 2, 3}, A2 _ Y = {1, 2, 3}

1. Cálculo de Índice de Acoplamiento Fuerte por el Promedio.

S(Y |E) =

3( 5!
(5−3+1)!)

5
+

3( 4!
(4−3+1)!)

4

5! + 4!
· 2

3

=
12 + 9

5! + 4!
· 2

3
= 0.1 =

1

3

2. Cálculo del Índice de Acoplamiento Fuerte por el Máximo.

S(Y |E) = max(12
5!
, 9

4!
) = max(0.1, 0.375) = 0.375

Ejemplo 3.4.5. Cálculo del Índice de Acoplamiento Débil

Sea E = ({1, 2, 3, 4}, {2, 3, 1}, {3, 5, 4})
Sea Y = ({2, 3, 1})
⇒ E _ Y = {α1, α2, α3, α4} = {{2, 3}, {1}, {2, 3, 1}, {3}}
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1. Cálculo de Índice de Acoplamiento Débil por el Promedio.

W (Y |E) =

2( 4!
(4−2+1)!)

4
+

1( 4!
(4−1+1)!)

4
+

3( 3!
(3−3+1)!)

3
+

1( 3!
(3−1+1)!)

3

4! + 3! + 3!
· 3

3

=
2 +1 /4 + 3! +1 /3

4! + 3! + 3!

=
2 + 0.25 + 6 + 0.33

36

= 0.24

2. Cálculo del Índice de Acoplamiento Débil por el Máximo.

W (Y |E) =
(

2+1/4
4!

, 3!
3!
,

1/3
3!

)
= 1

3.5 Ejemplo Práctico

3.5.1 Comparación de las Estructuras Monotérmino Ponderada,
WAP y WAPO

Supongamos que se extraen los siguientes titulares de noticias relacionadas con
el empleo de una página de Internet (ver Tabla 3.1)

Se realiza la limpieza de datos, mediante la cual se eliminan términos irrele-
vantes que no aportan información como las preposiciones, conjunciones, determi-
nantes, etc. También se tendrı́a un diccionario de sinónimos y acrónimos, mediane
el cual se sustituirı́an por una única palabras todas las palabras similares o de igual
significado.

En la Tabla 3.2 podemos ver como quedarı́a el texto tras la limpieza de datos.
Tras esta limpieza, se tendrı́an los conjuntos de términos o itemsets que apare-

cen en la Tabla 3.3.
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TITULARES
1 Faltan funcionarios en las oficinas de empleo

2 Deterioro del empleo de los funcionarios

3 El empleo de oficina el mejor valorado

4 Los funcionarios se abarrotan frente a la oficina de empleo

5 Disminución de empleo

6 Los funcionarios van a la oficina de empleo

7 El empleo de los funcionarios peligra

8 Disminución de empleo y sueldo en 2013

9 Trabajadores critican el empleo en su oficina

10 Empleo en verano y disminución del paro

Tabla 3.1: Muestra de titulares relacionados con el empleo

n 1er item 2o item 3er item 4o item
1 faltan funcionarios oficina empleo

2 deterioro empleo funcionarios

3 empleo oficina mejor valorado

4 funcionarios abarrotan oficina empleo

5 disminución empleo

6 funcionarios van oficina empleo

7 empleo funcionarios peligra

8 disminución empleo sueldo 2013

9 trabajadores critican empleo oficina

10 empleo verano disminución paro

Tabla 3.2: Titulares tras la limpieza de datos

Generación y Visualización de la Estructura Monotérmino Ponderada

Para generar la estructura monotérmino o estructura tradicional que vemos re-

presentada en la web en forma de tag cloud, lo que se hace es contar el número de

ocurrencias de cada palabra en el texto, o lo que es lo mismo, calcular la frecuen-

cia, absoluta o relativa, de cada término (ver Tabla 3.4) y la estructura monotérmino

estará compuesta por aquellos términos que se consideren frecuentes según un so-

porte mı́nimo establecido.

Aunque casi todos los sitios web emplean la frecuencia absoluta para determi-

nar cuando una palabra aparecerá el la tag cloud, nosotros hemos calculado también
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n Itemsets
1 {faltan, funcionarios, oficina, empleo}
2 {deterioro, empleo, funcionarios}
3 {empleo, oficina, mejor, valorado}
4 {funcionarios, abarrotan, oficina, empleo}
5 {disminución, empleo}
6 {funcionarios, van, oficina, empleo}
7 {empleo, funcionarios, peligra}
8 {disminución, empleo, sueldo, 2013}
9 {trabajadores, critican, empleo, oficina}
10 {empleo, verano, disminución, paro}

Tabla 3.3: Conjunto de itemsets tras la limpieza

n Palabra ni fi( %) = ni/n

1 faltan 1 2.86

2 funcionarios 5 14.29

3 oficina 5 14.29

4 empleo 10 28.57

5 deterioro 1 2.86

6 mejor 1 2.86

7 valorado 1 2.86

8 abarrotan 1 2.86

9 disminución 3 8.57

10 van 1 2.86

11 peligra 1 2.86

12 sueldo 1 2.86

13 2013 1 2.86

14 trabajadores 1 2.86

15 critican 1 2.86

16 verano 1 2.86

17 paro 1 2.86

n=35
∑
i fi( %) = 100

Tabla 3.4: Frecuencia absoluta y relativa de cada término en el texto

la frecuencia relativa fi en tanto por ciento, siendo n el número total de palabras en

el texto limpio, en nuestro caso n = 35.
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Los generadores de tag cloud que encontramos en la web 1 normalmente permi-
ten al usuario especificar la frecuencia absoluta mı́nima que desean que tengan los
términos que aparezcan visualizados en la tag cloud generada. Tao et al. [Tao03]
apuestan por la utilización de un peso para determinar el soporte, en lugar de la
frecuencia absoluta. Este peso lo calculan como una frecuencia relativa. Nosotros
encontramos más útil el uso de la frecuencia relativa que el de la absoluta, ya que
sólo teniendo en cuenta el número de palabras totales o extensión del texto, podre-
mos estimar la frecuencia absoluta de cada término como alta o baja.

Suponemos que se considera que un término es relevante cuando su frecuencia
relativa supera al menos al 5 % (fi( %) > 5 %), lo que equivale en nuestro caso a
una frecuencia absoluta superior o igual a 1.75 (ni ≥ 1.75). Como la frecuencia
absoluta es un número entero, tomaremos los términos cuya ni sea igual o mayor
que 2 (ni ≥ 2).

Con lo que lo términos presentes en la estructura monotérmino serı́an los si-
guientes:

Palabra (x) Fi

funcionarios 5

oficina 5

empleo 10

disminución 3

Tabla 3.5: Términos en la estructura monotérmino

El cardinal de esta estructura monotérmino es:

card(M) = 4

Y la estructura monotérmino ponderada que se representará posteriormente en
forma de tag cloud se expresarı́a de la siguiente forma:

⇒ M̃ = g(Ã, B̃, C̃, D̃)

= {[{funcionarios}, (5)], [{oficina}, (5)], [{empleo}, (10)], [{dismi−

nución}, (3)]}
1TagCrowd, TagCloudGenerator, etc.
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En la Figura 3.8 se puede ver esta visualización en forma de tag cloud. Los
distintos tamaños de fuente indican la frecuencia de los términos.

empleo
funcionarios

oficina

disminución

Figura 3.8: Tag cloud de la estructura monotérmino ponderada

Generación y Visualización de la Estructura WAP
Empezaremos generando los conjuntos-AP que conformarán la estructura-AP

haciendo uso del algoritmo Apriori [Agr94], que veremos en el Capı́tulo 4. Luego
introduciremos la ponderación en los itemsets para obtener la estructura WAP.

En la Sección 4.3 podemos ver el esquema de este algoritmo que a continuación
se desarrolla paso a paso.

Algoritmo Apriori paso a paso para la generación de los itemsets frecuentes
de los conjuntos-AP

Para establecer cuando un itemset es frecuente estableceremos un soporte mı́ni-
mo del 20 %. El soporte de un itemset A en D, siendo D el conjunto de todos los
itemsets, se calcula como el % de ocurrencias de A en D [How09].

1er paso.- Se generan los itemsets candidatos en la fase C1 o itemsets candi-
datos de nivel 1. Estos itemsets pueden verse en la Tabla 3.6. En este caso,
N se corresponde con el número de tuplas o número total de transacciones
(N = 10).

A continuación, de entre estos itemsets candidatos, se seleccionan los item-

sets frecuentes en lo que se conoce como fase L1. En nuestro ejemplo, consi-
deraremos que un itemset es frecuente cuando su soporte sea igual o superior
al 20 % (Supp(x) ≥ 20 %). Ver Tabla 3.7.

115



3. PROPUESTA TEÓRICA

C1 Itemset(x) ni Supp(x)( %) = ni/N

1 faltan 1 10

2 funcionarios 5 50

3 oficina 5 50

4 empleo 10 100

5 deterioro 1 10

6 mejor 1 10

7 valorado 1 10

8 abarrotan 1 10

9 disminución 3 30

10 van 1 10

11 peligra 1 10

12 sueldo 1 10

13 2013 1 10

14 trabajadores 1 10

15 critican 1 10

16 verano 1 10

17 paro 1 10

Tabla 3.6: Algoritmo Apriori en fase C1. Itemsets candidatos

L1 Itemset(x) ni Supp(x)( %) = ni/N

1 {funcionarios} 5 50

2 {oficina} 5 50

3 {empleo} 10 100

4 {disminución} 3 30

Tabla 3.7: Algoritmo Apriori en fase L1. Itemsets frecuentes.

2o paso.- Se generan los itemsets candidatos en C2 o itemsets candidatos de

nivel 2. Para ello, combinamos entre sı́ todos los itemsets frecuentes en L1

y eliminamos aquellos en que aparezcan los mismos elementos en distinto

orden. Ver Tabla 3.8.

Es fácil darse cuenta de que en el cuadro de itemsets candidatos en la fase C2

(Tabla 3.8), está por ejemplo el itemset {funcionarios, oficina}, pero no el

{oficina, funcionarios}. Esto es porque se han eliminado los itemsets con los

mismos elementos pero en orden diferente, ya que como en la estructura-AP
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C2 Itemset(x) ni Supp(x)( %) = ni/N

1 {funcionarios, oficina} 3 30

2 {funcionarios, empleo} 5 50

3 {funcionarios, disminución} 0 0

4 {oficina, empleo} 5 50

5 {oficina, disminución} 0 0

6 {empleo, disminución} 3 30

Tabla 3.8: Algoritmo Apriori en fase C2. Itemsets candidatos.

no importa el orden, estos itemsets se considera redundantes.

A continuación, se seleccionan de entre estos itemsets candidatos los itemsets

frecuentes en lo que se denomina la fase L2. En nuestro caso seleccionamos
los itemsets candidatos cuyo soporte es superior o igual al 20 %. Ver Tabla
3.9.

L2 Itemset(x) ni Supp(x)( %) = ni/N

1 {funcionarios, oficina} 3 30

2 {funcionarios, empleo} 5 50

3 {oficina, empleo} 5 50

4 {empleo, disminución} 3 30

Tabla 3.9: Algoritmo Apriori en fase L2. Itemsets frecuentes.

3er paso.- Se generan los itemsets candidatos en C3 o itemsets candidatos de
nivel 3. Para ello, se combinan entre sı́ todos los itemsets frecuentes en L2

que tengan algún item en común (en Ck se combinarı́an los itemsets de Lk−1

que tuvieran k − 2 items en común) y se eliminan los que resulten con los
mismos elementos y orden diferente. Podemos ver los itemsets candidatos en
la Tabla 3.10.

De los itemsets candidatos en C3 se seleccionan los itemsets frecuentes en
L3. Esto podemos verlo en la Tabla 3.11.

Como vemos, en L3 ya sólo tenemos un itemsets frecuente, que al no poder
combinarlo con ningún otro no se tendrı́a ningún itemset candidato en C4 y
habrı́amos acabado.
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C3 Itemset(x) ni Supp(x)( %) = ni/N

1 {funcionarios, oficina, empleo} 3 30

2 {funcionarios, empleo, disminución} 0 0

3 {oficina, empleo, disminución} 0 0

Tabla 3.10: Algoritmo Apriori en fase C3. Itemsets candidatos.

L3 Itemset(x) ni Supp(x)( %) = ni/N

1 {funcionarios, oficina, empleo} 3 30

Tabla 3.11: Algoritmo Apriori en fase L3. Itemsets frecuentes.

Una vez generados todos los itemsets frecuentes, estudiarı́amos cuáles son los

conjuntos-AP que contienen esos itemsets. Evidentemente, el itemset de nivel su-

perior, que es el itemset de nivel tres, serı́a uno de los conjuntos-AP, ya que no hay

ningún otro que lo contenga. Luego, bajarı́amos de nivel, para ver qué itemsets de

nivel 2 no están contenidos en el conjunto-AP de nivel 3 y aquellos que no estuvie-

ran contenidos, serı́an a su vez, conjuntos-AP e igual para los itemsets de nivel 1.

En total, tendrı́amos los siguientes conjuntos-AP:

A = {funcionarios, oficina, empleo}
B = {empleo, disminución}

Con lo que la estructura-AP serı́a la generada por todos esos conjuntos-AP:

T = g(A,B)

T = {{funcionarios, oficina, empleo}, {funcionarios, oficina}, {funcio−

narios, empleo}, {oficina, empleo}, {funcionarios, disminución},

{funcionarios}, {oficina}, {empleo}, {disminución}}

Y el cardinal de la estructura-AP es card(T ) = 9
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Ponderamos la estructura-AP para obtener la estructura WAP:

T̃ = g(Ã, B̃)

T̃ = {[{funcionarios, oficina, empleo}, (3)], [{funcionarios, oficina}, (3)],

[{funcionarios, empleo}, (5)], [{oficina, empleo}, (5)], [{funcionarios,

disminución}, (3)], [{funcionarios}, (5)], [{oficina}, (4)], [{empleo},

(10)], [{disminución}, (3)]}

En la Figura 3.9 podemos ver cómo quedarı́a esta estructura WAP visualizada
en forma de Tag Cloud.

empleo
funcionarios

oficina

disminución

funcionarios oficina empleo

funcionarios oficina

funcionarios empleo

oficina empleo

funcionarios disminución

Figura 3.9: Tag cloud de la estructura WAP

Generación y Visualización de la Estructura WAPO

Modificación del algoritmo Apriori para generar las item-seqs frecuentes
de las AP-Seqs.

Para la generación de las item-seqs frecuentes que compondrán las AP-Seqs,
se aplica una modificación del algoritmo Apriori empleado para la generación de
los itemsets frecuentes que componı́an los conjuntos-AP. Podemos ver esta modi-
ficación en la Sección 4.3. Una vez que tengamos las AP-Seqs que constituyen la
estructura APO, añadiremos la ponderación para obtener la estructura WAPO.
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A continuación se detalla dicha modificación del algoritmo Apriori paso por
paso:

1er paso.- Se generan las item-seqs candidatas en C1 o item-seqs candidatas
de nivel 1 y de entre todas los item-seqs candidatas generadas, se seleccio-
nan las item-seqs frecuentes, que serán las item-seqs en L1. Estableceremos
un soporte mı́nimo igual al 20 % para determinar cuándo una item-seq es
frecuente.

Como el soporte es el mismo que establecimos para la generación de los
itemsets frecuentes de los conjuntos-AP, en este primer paso, tanto C1 como
L1 coincidirán con los Tablas C1 y L1 generadas para los conjuntos-AP. Ver
Tablas 3.6 y 3.7.

2o paso.- A partir de estas item-seqs frecuentes generadas en L1, buscamos
las item-seqs frecuentes de nivel 2.

El cuadro que tendrı́amos, serı́a el mismo cuadro que para los itemsets can-
didatos en fase C2 (Tabla 3.8), pero con el doble de elementos, es decir, por
cada itemset del Tabla 3.8, tendrı́amos una item-seq con los mismos elemen-
tos del itemset en el mismo orden y otra item-seq con los elementos en orden
inverso.

Lo que hacemos es tomar cada uno de los items en L1 e ir añadiendo los items

restantes a su derecha, ası́ obtendrı́amos todas las ordenaciones posibles de
itemsets en C2. Ver Tabla 3.12.

Con lo que las item-seqs candidatas enC2 son las que vemos en la Tabla 3.13.

En la Tabla 3.14 vemos las item-seqs frecuentes en L2 según el soporte mı́ni-
mo establecido del 20 %.

3er paso.- Para construir las item-seqs candidatas en C3, combinamos las
item-seqs en L2 de la siguiente forma: tomamos cada item-seq y la enlazamos
con todas las demás que empiecen por la subsecuencia de nivel 1 con que ésta
termina. Si de esta forma, resulta una item-seq con dos items repetidos, la
item-seq se elimina. Por ejemplo, la primera item-seq “{oficina, empleo}”,
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Adyacencias de item-seq(x) n Item-seqs generadas a partir de x

Adyacencias a la derecha de {funcionarios}
1 {funcionarios,oficina}
2 {funcionarios, empleo}
3 {funcionarios, disminución}

Adyacencias a la derecha de {oficina}
4 {oficina, funcionarios}
5 {oficina, empleo}
6 {oficina, disminución}

Adyacencias a la derecha de {empleo}
7 {empleo, funcionarios}
8 {empleo, oficina}
9 {empleo, disminución}

Adyacencias a la derecha de {disminución}
10 {disminución, funcionarios}
11 {disminución, oficina}
12 {disminución, empleo}

Tabla 3.12: Adyacencias de las item-seqs de nivel 1

C2 Item-seq(x) ni Supp(x)( %) = ni/N

1 {funcionarios, oficina} 1 10

2 {funcionarios, empleo} 0 0

3 {funcionarios, disminución} 0 0

4 {oficina, funcionarios} 0 0

5 {oficina, empleo} 3 30

6 {oficina, disminución} 0 0

7 {empleo, funcionarios} 2 20

8 {empleo, oficina} 2 20

9 {empleo, disminución} 0 0

10 {disminución, funcionarios} 0 0

11 {disminución, oficina} 0 0

12 {disminución, empleo} 2 20

Tabla 3.13: Algoritmo Apriori modificado para en fase C2. Item-seqs candidatas

al terminar por la subsecuencia “empleo”, puede combinarse con las item-

seqs “{empleo, funcionarios}” y “{empleo, oficina}”, que son las dos que

empiezan por “empleo”. De la primera combinación resultarı́a la item-seq

“{oficina, empleo, funcionarios}” y de la segunda combinación la item-seq

“{oficina, empleo, oficina}”, pero como en esta segunda item-seq de nivel

tres hay un item repetido, la item-seq no se considera.
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L2 Item-seq(x) ni Supp(x)( %) = ni/N

1 {oficina, empleo} 3 30

2 {empleo, funcionarios} 2 20

3 {empleo, oficina} 2 20

4 {disminución, empleo} 2 20

Tabla 3.14: Algoritmo Apriori modificado en fase L2. Item-seqs frecuentes

De igual forma, para construir las item-seqs candidatas en Ck, tomarı́amos
las subsecuencias de nivel k − 2 con que terminan las item-seqs en Lk−1 y
las enlazamos con el resto de item-seqs en Lk−1 que empiecen por la subse-
cuencia tomada.

En C3 tendrı́amos las item-seqs del Tabla 3.15.

C3 Item-seq(x) ni Supp(x)( %) = ni/N

1 {oficina, empleo, funcionarios} 0 0

2 {disminución, empleo, funcionarios} 0 0

3 {disminución, empleo, oficina} 0 0

Tabla 3.15: Algoritmo Apriori modificado en fase C3. Item-seqs candidatas

Y vemos que, como ninguna item-seq es frecuente en C3, no tendremos nin-
guna en L3 y habremos terminado.

Una vez generadas las item-seqs frecuentes, estudiarı́amos cuáles son las AP-
Seqs que contienen esas item-seqs. Resultando las siguientes AP-Seqs:

A′ = {oficina, empleo}
B′ = {empleo, funcionarios}
C ′ = {empleo, oficina}
D′ = {disminución, empleo}

Con lo que la estructura APO serı́a la generada por esas AP-Seqs:
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E = g(A′, B′, C ′, D′)

E = {{oficina, empleo}, {empleo, funcionarios}, {empleo, oficina}

{disminución, empleo}, {oficina}, {empleo}, {funcionarios},

{disminución}}

Siendo el cardinal de la estructura APO es card(E) = 8

La estructura WAPO serı́a la generada por las AP-Seqs ponderadas:

Ẽ = g(Ã′, B̃′, C̃ ′, D̃′)

Ẽ = {[{oficina, empleo}(3)], [{empleo, funcionarios}, (2)], [{empleo,

oficina}, (2)], [{disminución, empleo}, (2)], [{oficina}, (5)], [{em−

pleo}, (10)], [{funcionarios}, (5)], [{disminución}, (3)]}

En la Figura 3.10 podemos ver visualizada en forma de tag cloud esta estructu-
ra WAPO.

empleo
funcionarios

oficina

disminución

disminución empleo

empleo funcionarios

oficina empleo

empleo oficina

Figura 3.10: Tag cloud de la estructura WAPO
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Comparación de las tres estructuras

MONOTÉRMINO WAP WAPO

Notación M̃ T̃ = g(Ã, B̃) Ẽ = g(Ã′, B̃′, C̃′, D̃′)

A = {funcionarios, oficina, empleo} A′ = {oficina, empleo}
Generadores No tiene B = {empleo, disminución} B′ = {empleo, funcionarios}

C′ = {empleo, oficina}
D′ = {disminución, empleo}

Cardinal 4 9 8

[{empleo}, (10)] [{funcionarios, oficina, empleo}, (3)] [{oficina, empleo}, (3)]

[{funcionarios}, (5)] [{funcionarios, empleo}, (5)] [{empleo, funcionarios}, (2)]

Itemsets [{oficina}, (5)] [{oficina, empleo}, (5)] [{empleo, oficina}, (2)]

o [{disminució}, (3)] [{funcionarios, oficina}, (3)] Item-seqs [{disminución, empleo}, (2)]

ponderados/as [empleo, disminución}, (3)] [{empleo}, (10)]

[{empleo}, (10)] [{funcionarios}, (5)]

[{funcionarios}, (5)] [{oficina}, (5)]

[{oficina}, (5)] [{disminución}, (3)]

[{disminución}, (3)]

Tabla 3.16: Comparación de la estructura monotérmino ponderada, la estructura WAP

y la estructura WAPO

Diferencias entre la Estructura WAP y la Estructura WAPO
A partir del Tabla (3.16) podemos deducir las siguientes diferencias entre la

estructura WAP y la estructura WAPO:

El nivel de las secuencias generadoras de la estructura WAP es mayor o
igual que el nivel de las secuencias generadoras de la estructura WAPO.
En el ejemplo vemos que, aunque la estructura WAP tiene un menor número
de secuencias generadoras que la WAPO, el nivel de estas secuencias es ma-
yor. De hecho, la secuencia generadora de máximo nivel, es de nivel tres para
la estructura WAP y dos para la WAPO. Esto ocurre siempre ası́, ya que en
la formación de los itemsets frecuentes de la estructura WAP no se respeta el
orden estricto de adyacencia, al contrario que en la estructura WAPO, por lo
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que esta formación es mucho menos restrictiva para la estructura WAP y sus

itemsets alcanzarán frecuencias más altas dando lugar a combinaciones de

mayor número de items. En caso de que se quisieran tener secuencias gene-

radoras de mayor nivel en la estructura WAPO, bastarı́a con bajar el soporte.

El cardinal de la estructura WAP suele ser mayor que el de la estructura
WAPO. Esto ocurre como consecuencia de lo anterior y es el caso del ejem-

plo. Pero no siempre tiene por qué ser ası́, ya que existe un mayor número

de combinaciones posibles de item-seqs en la estructura WAPO, al afectar el

orden de los términos, y si un mayor número de estas combinaciones resulta

frecuente, tendrı́amos un cardinal mayor en la estructura WAPO. Como nor-

malmente el cardinal de la estructura WAP será mayor, tendremos un mayor

número de itemsets en la visualización de la tag cloud.

El soporte y la frecuencia de las item-seqs de la estructura WAPO siem-
pre es menor o igual que el soporte de los itemsets de la estructura WAP.
También esto es consecuencia de lo anterior. Debido a ello, un mismo con-

junto de términos podrá verse con mayor tamaño en la visualización de la

estructura WAP que en la visualización de la estructura WAPO.

El orden de los términos en los itemsets puede no ser el mismo en las es-
tructuras WAP y WAPO. Vemos, por ejemplo, que el itemset {empleo, dis−
minución} aparece en este orden de elementos en la estructura WAP, pero

en orden inverso de elementos en la item-seq {disminución, empleo} de la

estructura WAPO. Esto es otra causa del orden estricto de adyacencia, tenido

en cuenta en la estructura WAPO, ya que el orden más frecuente con que apa-

recen estos términos en el texto, es primero “disminución” y luego “empleo”

y no al contrario.

Fijémonos también en que tenemos dos item-seqs en la estructura WAPO con

los mismos términos cambiados de orden, son las item-seqs {oficina, empleo}
y {empleo, oficina}. Esto se debe a que ambos términos se encuentran en

el texto con los dos órdenes y ambas adyacencias resultan frecuentes según

el soporte establecido. Esta especificación del orden nos ayuda a precisar y a

refinar la búsqueda a través de la tag cloud.
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“La consulta a través de la tag cloud de la estructura WAP produce más re-

sultados que a través de la tag cloud de la estructura WAPO, pero la mayorı́a

de las veces estos resultados serán erróneos o poco precisos.”

La visualización de la estructura WAP suele ser más densa que la vi-
sualización de la estructura WAPO (Figura 3.11). Esto a veces dificulta
la localización de términos y se produce el solapamiento semántico de los
itemsets.

empleo
funcionarios

oficina

disminución empleo
funcionarios

oficina

disminución

disminución empleo

empleo funcionarios

oficina empleo

empleo
funcionarios

oficina

disminución

funcionarios oficina empleo

funcionarios oficina

funcionarios empleo

oficina empleo

funcionarios disminución

MONOTÉRMINO WAP WAPO

Figura 3.11: Comparación de las tag cloud de las diferentes estructuras

¿Cuándo será mejor utilizar la estructura WAP y cuándo la estructura
WAPO?

• Utilizaremos la estructura WAPO para consultas donde el orden es im-
portante y, por lo tanto, queramos obtener los términos en la respuesta
en el mismo orden que los hemos introducido en la consulta. Por ejem-
plo, se utilizarı́a la estructura WAPO si se está buscando entradas rela-
cionadas con la oficina de empleo, pero no nos interesan las relacinadas
con empleo en la oficina, empleo de oficina, etc.

Mediante la estructura WAPO la búsqueda es más restrictiva, más preci-
sa y visualmente, los términos en la nube aparecen menos aglomerados
al ser menores en número, por lo que es más fácil identificarlos.

• Utilizaremos la estructura WAP cuando queremos que no importe el
orden en que hemos introducido los términos en la consulta y que el
sistema nos devuelva todas las entradas que los contengan, indepen-
dientemente del orden que aparezcan. Serı́a el caso por ejemplo de la
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búsqueda de personas, donde nos da igual que el sistema devuelva las

entradas que contengan el nombre primero y luego los apellidos o pri-

mero los apellidos primero y luego el nombre.

La visualización de la estructura WAP en forma de nube presenta ma-

yor número de términos que la estructura WAPO, por lo que será más

indicada cuando se esté más interesado en explorar el entorno que en

realizar un búsqueda concreta o cuando queremos que se nos sugieran

términos de búsqueda o palabras asociadas.

¿Cómo Mejoran la Estructura WAP y la Estructura WAPO a la Estructura
Monotérmino Ponderada?

Tanto la estructura WAP como la estructura WAPO ofrecen incuestinables me-

joras sobre la estructura monotérmino ponderada. Citaremos las más evidentes:

Recuperan información más precisa.

Ofrecen mayor cantidad de sugerencias de búsqueda y exploración.

Permiten identificar relaciones entre conceptos y sugieren términos relacio-

nados con el término o términos de la consulta.

Mediante los componentes multitérmino, facilitan la discriminación entre

conceptos.

Es posible identificar el contenido, debido a los componentes multitérmino.

Pensemos por ejemplo en términos como inteligencia artificial, red social,

bases de datos, sistemas operativos, etc. Estos términos tienen distinto sig-

nificado cuando sus elementos van juntos a cuando van de forma indepen-

diente, por lo que, si no se permiten componentes multitérmino, podrı́a no

idenficarse el contenido de la información que se muestra o llevar a confu-

sión.

Además, la matemática subyacente de las estructuras WAP y WAPO, permite

definir todas las operaciones realizadas sobre la base de datos. Y ambas se obtienen

a través de un método estándar perfectamente establecido.
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3.5.2 Cálculo de la Subestructura Inducida

Para satisfacer las consultas que van a realizarse sobre la base de datos, es nece-
sario el cálculo de previo de la subestructura inducida para cada tupla, ası́ el usuario
puede consultar directamente el TDA de cada tupla sin necesidad de consultar sobre
el dominio activo completo del atributo textual.

También a través de este TDA es posible saber cuáles son las tuplas que se
recuperan cuando el usuario consulta sobre el dominio del atributo.

Las subestructuras inducidas WAP y WAPO por una secuencia Y , no pueden
calcularse previamente, ya que es necesario conocer la secuencia Y , que será la
secuencia que contenga los términos de la consulta.

A continuación se calculan ambos tipos de subestructuras inducidas para los
datos de nuestro ejemplo.

1. Cálculo de la subestructura-AP y APO inducidas para cada tupla

A través de este proceso se obtiene la subestructura inducida de cada tupla de
la base de datos y se escribe su representación como un TDA en una nueva
columna de la tabla de la que provienen los datos originales, como un nuevo
atributo. Para obtener el TDA, se realiza la intersección o el acoplamiento
entre la estructura-AP o APO y el texto corto modificado de la tupla que se
obtiene a la salida del proceso de limpieza de datos.

Como la subestructura inducida que vamos a calcular es para representar las
tuplas como TDA, no tiene sentido emplear la ponderación, ya que el peso
o frecuencia de cada tupla es igual a uno, por eso hacemos el acoplamiento
con la estructura de conocimiento sin ponderar.

Es posible que se pierdan algunos términos en el valor de alguna tupla tras
el acoplamiento, dado que, la subestructura inducida se calcula a partir de
la estructura-AP o APO y ésta, ha podido perder los términos del lenguaje
inicial del atributo que no cumplan con el soporte mı́nimo establecido, por lo
que esos términos no aparecerán en el TDA.

En la Tabla 3.17 se representan las subestructuras AP y APO inducidas para
cada tupla del Tabla 3.3. Las estructuras AP y APO obtenidas a partir de
dicha tabla, pueden verse en la Tabla 3.18.
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n Itemsets Subestructura-AP Inducida Subestructura APO Inducida
1 {faltan, funcionarios, oficina, empleo} {funcionarios, oficina, empleo} {oficina, empleo}{funcionarios}
2 {deterioro, empleo, funcionarios} {funcionarios, empleo} {empleo, funcionarios}
3 {empleo, oficina, mejor, valorado} {empleo, oficina} {empleo, oficina}
4 {funcionarios, abarrotan, oficina, empleo} {funcionarios, oficina, empleo} {funcionarios}{oficina, empleo}
5 {disminución, empleo} {disminución, empleo} {disminución, empleo}
6 {funcionarios, van, oficina, empleo} {funcionarios, oficina, empleo} {funcionarios}{oficina, empleo}
7 {empleo, funcionarios, peligra} {empleo, funcionarios} {empleo, funcionarios}
8 {disminución, empleo, sueldo, 2013} {disminución, empleo} {disminución, empleo}
9 {trabajadores, critican, empleo, oficina} {empleo, oficina} {empleo, oficina}
10 {empleo, verano, disminución, paro} {empleo, disminución} {empleo}{disminución}

Tabla 3.17: TDA. Subestructura inducida por tuplas

Estructura-AP Estructura APO
T = g(A,B) E = g(A′, B′, C′, D′)

A = {funcionarios, oficina, empleo} A′ = {oficina, empleo}
B = {empleo, disminución} B′ = {empleo, funcionarios}

C′ = {empleo, oficina}
D′ = {disminución, empleo}

Tabla 3.18: Estructuras AP y APO

Vemos que son bastantes las palabras que se pierden de los itemsets originales

en las subestructuras inducidas, en concreto todas las palabras que tienen

una sola aparición y por lo tanto un soporte bajo. Es el caso de la palabra

“faltan” en la primera tupla o “deterioro” en la segunda. En este ejemplo,

las subestructuras AP y APO inducidas se comportan igual con respecto a la

pérdida de palabras.

El hecho de que la forma de representación obtenida elimina los términos que

no cumplen con el soporte mı́nimo, constituye una limitación con respecto

a la forma tradicional en que se procesan los textos cortos en las bases de

datos.

2. Cálculo de las subestructuras inducidas WAP y WAPO

Supongamos ahora que un usuario realiza una consulta sobre un atributo tex-

tual de la base de datos. Este requerimiento se expresa a través de un conjunto
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de términos y las estructuras WAP y WAPO representan el dominio activo de
dicho atributo, cada una con sus caracterı́sticas particulares.

Ahora sı́ incluimos la ponderación en las estructuras de dominio, ya que
queremos que la subestructura inducida sea ponderada, porque el peso apor-
tará información importante, como el número de tuplas que se recuperan con
la consulta. Veamos esto detalladamente.

Sea X conjunto referencial de items: X = {funcionarios, empleo, oficina,
sueldo, disminución, faltan, deterioro, mejor, valorado, abarrotan, van, peli-
gra, 2013, trabajadores, critican, verano, paro}.

Sea la estructura WAPO Ẽ = g(Ã1, Ã2, .., Ãn) con conjunto referencial de
items X . Sea T̃ = g(Ã1, Ã2, .., Ãm) una estructura WAP con conjunto refe-
rencial de items X e Y ⊆ X un conjunto-AP o una AP-Seq según proceda.
Este conjunto Y no es ponderado ya que representa los términos de la con-
sulta.

En nuestro ejemplo (ver Tabla 3.16):

T̃ = g([{funcionarios, oficina, empleo}, (3)], [{empleo, disminución},

(3)])

Ẽ = g([{oficina, empleo}, (3)], [{empleo, funcionarios}, (2)], [{empleo,

oficina}, (2)], [{disminución, empleo}, (2)])

Y supongamos que tenemos los siguientes conjuntos de consulta Y :

Y1={disminución, empleo}
Y2={funcionarios, empleo}
Y3={oficina, empleo}
Y4={empleo}
Y5={funcionarios, sueldo}

En la Tabla 3.19 podemos ver la subestructura WAP inducida para cada uno
de estos conjuntos Y . Y en la Tabla 3.20 la subestructura WAPO.
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Consultas Subestructura WAP Inducida T̃ ′

Y1 g({disminución, empleo})=[{disminución, empleo},(3)], [{disminución},(3)], [{empleo},(10)]

Y2 g({funcionarios, empleo})=[{funcionarios, empleo},(5)], [{funcionarios},(5)], [{empleo},(10)]

Y3 g({oficina, empleo})=[{oficina, empleo},(5)],[{oficina},(5)],[{empleo},(10)]

Y4 g({empleo})=[{empleo},(10)]

Y5 g({funcionarios})=[{funcionarios},(5)]

Tabla 3.19: Subestructura WAP inducidas

Consultas Subestructura WAPO Inducida Ẽ′

Y1 g({disminución, empleo})=[{disminución, empleo},(2)], [{disminución},(3)], [{empleo},(10)]

Y2 g({funcionarios}, {empleo})=[{funcionarios}, (5)], [{empleo},(10)]

Y3 g({oficina, empleo})=[{oficina, empleo},(3)],[{oficina},(5)],[{empleo},(10)]

Y4 g({empleo})=[{empleo},(10)]

Y5 g({funcionarios})=[{funcionarios},(5)]

Tabla 3.20: Subestructura WAPO inducidas

Supongamos ahora que un usuario ha formulado una consulta sobre los térmi-

nos “disminución empleo” a través de la estructura WAP y que ha pedido que

esta consulta se realice a través de un acoplamiento fuerte. Según el Tabla

3.19, la subestructura WAP inducida por esta consulta contiene los itemsets:

{disminución, empleo}, {disminución} y {empleo}. La ponderación de es-

tos itemsets indica el número de tuplas que contienen en su TDA al itemset

en cuestión. Al seleccionar el acoplamiento fuerte, el usuario solicita que to-

dos los términos de su consulta estén incluidos en el TDA de la tuplas que

se recuperan, es decir, no pregunta por un término u otro, si no por los dos

términos juntos en una misma frase. Mirando los itemsets en la subestructura

WAP inducida, vemos que el itemset ponderado que contiene los dos térmi-

nos a la vez es [{disminución, empleo},(3)] cuya ponderación nos indica que

son tres las tuplas que contienen el itemset en su TDA, bien por sı́ mismo o

bien incluido en un itemset mayor. Si vamos al Tabla 3.17, vemos que estas

tuplas son la 5, la 8 y la 10, entonces esas son las tuplas que se devolverı́an

con esa consulta.
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Si en lugar de seleccionar la estructura WAP, el usuario hubiera seleccinado

la WAPO, siguiendo el mismo procedimiento, vemos que se recuperarı́an

sólo dos tuplas, que son la 5 y la 8. Si consultamos la tabla original (Tabla

3.1), vemos que el usuario posiblemente no quisiera recuperar la tupla 10, ya

que la información que aporta esta tupla no se ajusta a los requerimientos de

la consulta con total precisión.

Si en lugar de consultar a través del acoplamiento fuerte, lo hubiera he-

cho a través del acoplamiento débil, se recuperarı́an, tanto con una como

con otra estructura, todas las tuplas que contengan en su TDA los itemsets

{disminución, empleo} o {disminución} o {empleo}, puesto que ahora no es

necesario que todas las palabras de la consulta estén incluidas en los item-

sets. En el caso de este ejemplo, se recuperarı́an todas las tuplas, al estar la

palabra “empleo” presente en todas ellas.

Veremos las tuplas que se recuperan con cada una de las consultas, estructu-

ras y acoplamiento y realizaremos una discusión al respecto en la siguiente

sección (Sección 3.5.3), concretamente, se visualizan estas tuplas en los Ta-

blas 3.25 y 3.26, junto a los ı́ndices de acoplamiento fuerte y débil de las

consultas con las estructuras AP y APO.

3.5.3 Cálculo de los Índices de Acoplamiento Fuerte y Débil de
un Conjunto con las Estructuras AP y APO

Resulta interesante cuantificar el grado de acoplamiento del conjunto de térmi-

nos introducidos en la consulta con ambas estructuras AP y APO, como también

analizar si todos los términos están completamente incluidos en algún conjunto ge-

nerador de la estructura de conocimiento (en cuyo caso habrı́a al menos una tupla

que satisfacerı́a todos los términos), si sólo unos pocos (de ser ası́ podrı́an sugerirse

términos relacionados para refinar la búsqueda) o ninguno de ellos.

Esto es lo que hacemos cuando comprobamos si el acoplamiento es fuerte (to-

dos los términos están incluidos) o débil (sólo unos pocos lo están) y calculamos

los ı́ndices de bondad.
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Ahora tomamos las estructuras sin ponderar como tipo de dato, porque para ver
si existe acoplamiento entre una estructura y un conjunto o secuencia, sólo hace
falta mirar si los términos del conjunto se encuentran en alguno de los generadores
de la estructura, independientemente de su peso en ésta. Igualmente, el cálculo de
los ı́ndices de acoplamiento es independiente del peso.

Cuando calculamos un ı́ndice de acoplamiento por el promedio, lo que calcu-
lamos es medida de similitud del atributo textual y los términos de la consulta, por
eso se tienen en cuenta todos los conjuntos que componen la estructura para su
cálculo. Cuando calculamos el ı́ndice de acoplamiento por el máximo, calculamos
una medida de similitud de los términos de la consulta con el conjunto generador
de la estructura con el que tienen un mayor grado de acoplamiento.

1. Índice de acoplamiento fuerte

Cuando calculamos si existe acoplamiento fuerte, lo que hacemos es com-
probar si todos los términos del conjunto consulta Y están completamente
incluidos en algún conjunto generador de la estructura de conocimiento. Con
el ı́ndice de acoplamiento fuerte damos una medida de la bondad de dicho
acoplamiento, entendiendo que el acoplamiento será mejor cuanto más se
asemeje el conjunto Y al conjunto o conjuntos de la estructura en que apare-
ce incluido.

a) Índice de acoplamiento fuerte de Y con la estructura-AP por el prome-
dio y por el máximo (ver Definición 2.2.9).

En la Tabla 3.21 podemos ver si existe acoplamiento fuerte de la estructura-
AP de nuestro ejemplo (ver Tabla ?? con los ejemplos de consultas
vistos en la sección anterior (Sección 3.5.2) y el ı́ndice de bondad de
dicho acoplamiento. Existirá acoplamiento fuerte siempre que el ı́ndice
de este acoplamiento sea distinto de cero.

b) Índice de acoplamiento fuerte de Y con la estructura APO por el pro-
medio y por el máximo (ver Definición 3.4.3).

En la Tabla 3.22 podemos ver si existe acoplamiento fuerte de la es-
tructura APO de nuestro ejemplo (ver Tabla ??) con las consultas pro-
puestas, ası́ como el ı́ndice de bondad de dicho acoplamiento. Igual que
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Consultas Ind. de aco. fuerte por el promedio Ind. de aco. fuerte por el máximo

{disminución, empleo} S(Y |T ) =
2/2
2

= 0.5 S(Y |T ) = max
(
2
2

)
= 1

{funcionarios, empleo} S(Y |T ) =
2/3
2

= 0.33 S(Y |T ) = max
(
2
3

)
= 0.67

{oficina, empleo} S(Y |T ) =
2/3
2

= 0.33 S(Y |T ) = max
(
2
3

)
= 0.67

{empleo} S(Y |T ) =
(1/3+1/2)

2
= 0.42 S(Y |T ) = max

(
1
3
, 1
2

)
= 0.5

{funcionarios, sueldo} S(Y |T ) = 0 S(Y |T ) = 0

Tabla 3.21: Índice de acoplamiento fuerte con la estructura-AP

antes, diremos que existe acoplamiento fuerte cuando este ı́ndice sea
distinto de cero.

c) Comparación del acoplamiento fuerte del conjunto Y con T y E.

El dominio de la estructura-AP es distinto del dominio de la estructura
APO y además el ı́ndice fuerte se calcula de forma diferente para una y

otra estructura, ya que para la estructura APO y con el fin de conside-

rar el orden de los términos en la ponderación, se calcula teniendo en

cuenta todas las combinaciones posibles de los elementos dentro de las

secuencias generadoras, por lo que una comparación directa del ı́ndice

fuerte para ambas estructuras no tiene mucho sentido.

En la Tabla 3.25 podemos ver representados los ı́ndices de acoplamien-

to fuerte por el promedio y por el máximo para los ejemplos de consulta

propuestos con las dos estructuras. En las columnas seis y siete de dicho

cuadro podemos ver las tuplas que se recuperan con cada estructura y
cada una de las posibles consultas. El color azul en estas columnas indi-

ca que la tupla recuperada contiene la información requerida y el color

rojo que la tupla recuperada no contiene la información requerida. En la
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Consultas Ind. de aco. fuerte por el promedio Ind. de aco. fuerte por el máximo

{disminución, empleo} S(Y |T ) =
2·(2!/1!)

2
2!

· 1
4

= 0.25 S(Y |T ) = max

(
2·(2!/1!)

2
2!

)
= 1

{funcionarios, empleo} S(Y |T ) = 0 S(Y |T ) = 0

{oficina, empleo} S(Y |T ) =
2·(2!/1!)

2
2!

· 1
4

= 0.25 S(Y |T ) = max

(
2·(2!/1!)

2
2!

)
= 1

{empleo} S(Y |T ) =
4
1·(2!/2!)

2
2!+2!+2!+2!

· 4
4

= 0.25 S(Y |T ) = max
(
1
4
, 1
4
, 1
4
, 1
4

)
= 0.25

{funcionarios, sueldo} S(Y |T ) = 0 S(Y |T ) = 0

Tabla 3.22: Índice de acoplamiento fuerte con la estructura APO

última columna, podemos ver cuáles son todas las tuplas que se desean

recuperar con cada una de las consultas.

Recordemos que, en este caso, estamos consultando con el acoplamien-

to fuerte, lo que quiere decir que queremos que el sistema nos devuel-

va aquellas tuplas que contienen ı́ntegramente todos los términos de la

consulta y, en el caso de la estructura APO, además deben mantener el

orden con que los escribimos.

Si atendemos al primer ejemplo de consulta representada mediante el

conjunto Y1 = {disminución, empleo} y haciendo uso del Tabla 3.17

donde se representa el dominio activo particular de cada tupla, dado

por su subestructura inducida, vemos que las tuplas que contienen en

su dominio activo el conjunto consulta Y1, son las tuplas 5, 8 y 10 para

la subestructura-AP inducida y las tuplas 5 y 8 para la subestructura

APO inducida. Como vimos en la sección anterior, si buscamos estas

tuplas en el conjunto de datos original (ver Tabla 3.1), vemos que sólo
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las tuplas 5 y 8 contienen información sobre disminución de empleo, en

cambio la tupla 10 contiene información imprecisa, distinta en parte a

la información que se requiere. Si en este caso esta tupla no se recupera

con la estructura APO, no es debido al orden de los términos en el texto,

ya que en la información original aportada por esta tupla, el orden de

los términos es el mismo que el orden establecido en la consulta, sino

porque ambos términos no son adyacentes de forma estricta en el texto.

Sin embargo, si hubiésemos consultado a través del acoplamiento débil,

esta tupla sı́ se recuparı́a con la estructura APO.

Para tener conocimiento a priori del número de tuplas que se recuperan,

hay que calcular la subestructura inducida ponderada (ver Tablas 3.19 y

3.20) y ası́ sabrı́amos que se recuperan tres tuplas con la estructura-AP

y dos tuplas con la estructura APO.

Independientemente de esto, vemos que el ı́ndice de acoplamiento fuer-

te por el máximo para Y1 es 1 con ambas estructuras. Esto quiere decir

que, tanto en la estructura-AP como en la estructura APO, hay un con-

junto o secuencia generadora exactamente igual al conjunto de consulta

y que, evidentemente, este es el conjunto o secuencia generadora con

que más se asemeja Y1. En cambio, el ı́ndice de acoplamiento fuerte por

el promedio para Y1 es distinto con ambas estructuras. Esto es normal si

tenemos en cuenta que el número de conjuntos o secuencias generado-

ras y la longitud de éstas no coincide para T y E. Un ı́ndice fuerte por

el promedio igual a 0.5 o 0.25 indica que el dominio activo del atributo

textual representado mediante la estructura-AP o estructura APO según

corresponda, se asemeja a los términos de la consulta en un 50 % o

25 % respectivamente, considerando para el cálculo de dicha similitud,

que todos los términos de la consulta estén incluidos en dicho dominio.

Si atendemos ahora al segundo ejemplo de consulta, representada por

el conjunto Y2 = {funcionarios, empleo}, vemos que los ı́ndices de

acoplamiento fuerte con la estructura APO por el promedio y por el

máximo, son cero en ambos casos, lo que vendrı́a a decirnos que no

existe acoplamiento fuerte del conjunto Y2 con E y por lo tanto no se
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recuperarı́a ninguna información. Sin embargo, con la estructura-AP
sı́ se recupera información y no toda es imprecisa. En la Tabla 3.19
vemos que exactamente se recuperan dos tuplas con esta consulta y en
la Tabla 3.17 vemos que estas tuplas son la 2 y la 7 del atributo textual
original (Tabla 3.1), que sı́ podrı́an tener alguna relación con lo que
se consulta, entendiendo que a través de Y2 se está consultando acerca
del empleo de los funcionarios, en cuyo caso el orden más lógico de
consulta hubiera sido el inverso al planteado.

Con el conjunto consulta Y3 = {oficina, empleo} se recuperan con
la estructura-AP dos tuplas que versan sobre el empleo de oficina y no
sobre la oficina de empleo.

Y4 = {empleo} recupera todas las tuplas del atributo textual con ambas
estructuras, ya que en todas aparece contenido y al ser un monotérmino,
no afecta el orden ni la adyacencia, por lo que las estructuras AP y APO
se comportan igual respecto a la recuperación de información a través
de monotérminos e igual que lo harı́a la estructura monotérmino.

El conjunto de consulta Y5 = {funcionarios, sueldo} no tiene aco-
plamiento fuerte con ninguna de las dos estructura, por eso el ı́ndice de
acoplamiento fuerte es cero en todos los casos y no se recupera ninguna
tupla.

Nótese que, en este ejemplo, tanto con la estructura-AP como con la
estructura APO, se recuperan con las consultas ejemplo todas las tuplas
que contienen la información que se requiere.

También se puede verificar que el ı́ndice de acoplamiento fuerte por el
máximo es siempre mayor o igual que el ı́ndice de acoplamiento fuerte
por el promedio y que todos los ı́ndices toman valores comprendidos
entre 0 y 1.
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2. Índice de acoplamiento débil

Existe acoplamiento débil de un conjunto consulta Y cuando la intersección

de Y con al menos un conjunto generador de la estructura de conocimiento

es distinta de cero. Con el ı́ndice de acoplamiento débil damos una medida de

la bondad de dicho acoplamiento, entendiendo que el acoplamiento es mejor

cuanto mayor sea el número de conjuntos generadores con los que presenta

intersección no vacı́a y cuanto mayor sea el número de elementos presentes

en esas intersecciones.

Se puede calcular el ı́ndice de acoplamiento débil para todos los conjun-

tos cuya intersección con la estructura de conocimiento sea distinta de cero,

aunque estos conjuntos se encuentren incluidos completamente en uno de los

generadores de la estructura y por lo tanto presenten un acoplamiento fuerte.

Puede haber ocasiones en que estemos interesados en calcular el acoplamien-

to débil de un conjunto en lugar de el fuerte, aunque ese conjunto presente

ambos, ya que mediante el acoplamiento débil nos hacemos idea de la seme-

janza de la consulta con todos los conjuntos generadores de la estructura y

no sólo con los que contienen todos los términos de ésta.

a) Índice de acoplamiento débil de Y con la Estructura-AP por el prome-

dio y por el máximo (ver Definición 2.2.9).

En la Tabla 3.23 podemos ver si existe acoplamiento débil de los ejem-

plos anteriores de posibles consultas y la estructura-AP y el ı́ndice de

bondad de dicho acoplamiento. Existirá acoplamiento débil siempre

que dicho ı́ndice sea distinto de cero.

b) Índice de acoplamiento débil de Y con la Estructura APO por el pro-

medio y por el máximo (ver Definición 3.4.4).

En la Tabla 3.24 podemos ver los ı́ndices de acoplamiento débil de las

consultas con la estructura APO. Igual que antes, sabemos que se da

acoplamiento débil para un conjunto consulta siempre que el ı́ndice de

dicho acoplamiento sea distinto de cero.

c) Comparación del acoplamiento débil del conjunto Y con T y E.
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Consultas Ind. de aco. débil por el promedio Ind. de aco. débil por el máximo

{disminución, empleo} W (Y |T ) =
(1/3+1)

2
= 0.67 W (Y |T ) = max

(
1
3
, 1
)

= 1

{funcionarios, empleo} W (Y |T ) =
(2/3+1/2)

2
= 0.58 W (Y |T ) = max

(
2
3
, 1
2

)
= 0.67

{oficina, empleo} W (Y |T ) =
(2/3+1/2)

2
= 0.58 W (Y |T ) = max

(
2
3
, 1
2

)
= 0.67

{empleo} W (Y |T ) =
(1/3+1/2)

2
= 0.42 W (Y |T ) = max

(
1
3
, 1
2

)
= 0.5

{funcionarios, sueldo} W (Y |T ) =
1/3
2

= 0.17 W (Y |T ) = max
(
1
3

)
= 0.33

Tabla 3.23: Índice de acoplamiento débil con la estructura-AP

Consultas Índice de aco. débil por el promedio Índice de aco. débil por el máximo

{disminución, empleo} W (Y |T ) =
3
1·(2!/2!)

2
+

2·(2!/1!)
2

2!+2!+2!+2!
· 4
4

= 0.44 W (Y |T ) = max
(
1
4
, 1
4
, 1
4
, 1
)

= 1

{funcionarios, empleo} W (Y |T ) =
5
1·(2!/2!)

2
2!+2!+2!+2!

· 4
4

= 0.31 W (Y |T ) = max
(
1
4
, 1
2
, 1
4
, 1
4

)
= 0.5

{oficina, empleo} W (Y |T ) =
3
1·(2!/2!)

2
+

2·(2!/1!)
2

2!+2!+2!+2!
· 4
4

= 0.44 W (Y |T ) = max
(
1, 1

4
, 1
4
, 1
4

)
= 1

{empleo} W (Y |T ) =
4
1·(2!/2!)

2
2!+2!+2!+2!

· 4
4

= 0.25 W (Y |T ) = max
(
1
4
, 1
4
, 1
4
, 1
4

)
= 0.25

{funcionarios, sueldo} W (Y |T ) =
1·(2!/2!)

2
2!

· 1
4

= 0.06 W (Y |T ) = max
(
1
4

)
= 0.25

Tabla 3.24: Índice de acoplamiento débil con la estructura APO

Una comparación directa del ı́ndice débil para ambas estructuras tam-
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Índice de Acoplamiento Fuerte
Estructura-AP T Estructura APO E Tuplas Recuperadas

Consulta Promedio Máximo Promedio Máximo T E Requeridas
Y1={disminución, empleo} 0.5 1 0.25 1 5 8 10 5 8 5 8
Y2={funcionarios, empleo} 0.33 0.67 0 0 1 2 4 6 7 – 2 7

Y3={oficina, empleo} 0.33 0.67 0.25 1 1 3 4 6 9 1 4 6 1 4 6
Y4={empleo} 0.42 0.5 0.25 0.25 1...10 1...10 1...10

Y5={funcionarios, sueldo} 0 0 0 0 – – –

Tabla 3.25: Comparación del acoplamiento fuerte

Índice de Acoplamiento Débil
Estructura-AP T Estructura APO E Tuplas Recuperadas

Consulta Promedio Máximo Promedio Máximo T E Requeridas
Y1={disminución, empleo} 0.67 1 0.44 1 1...10 1...10 1...10
Y2={funcionarios, empleo} 0.58 0.67 0.31 0.5 1...10 1...10 1...10

Y3={oficina, empleo} 0.58 0.67 0.44 1 1...10 1...10 1...10
Y4={empleo} 0.42 0.5 0.25 0.25 1...10 1...10 1...10

Y5={funcionarios, sueldo} 0.17 0.33 0.06 0.25 1 2 4 6 7 1 2 4 6 7 1 2 4 6 7 8

Tabla 3.26: Comparación del acoplamiento débil

poco tiene mucho sentido, por las mismas razones que no la tiene la

comparación del ı́ndice fuerte: el dominio de la estructura-AP es distin-

to del dominio de la estructura APO y además los ı́ndices se calculan

de forma diferente para una y otra estructura, ya que para la estructu-

ra APO y con el fin de ponderar el orden de los términos, se calcula

teniendo en cuenta todas las combinaciones posibles de los elementos

dentro de las secuencias generadoras.

En la Tabla 3.26 se recogen los ı́ndices de acoplamiento débil por el

promedio y por el máximo de los ejemlos de consulta propuestos con

la estructura-AP y con la estructura APO, junto con las tuplas que se

recuperan con cada una de las consultas y estructuras y las que se desean

recuperar. Al estar consultando a través del acoplamiento débil, es de

suponer que no se recupera ninguna tupla que no se requiera, ya que no

se exige precisión, si no solamente recuperar las tuplas que contengan

algún o algunos de los términos de la consulta, para lo que bastarı́a que

alguno de los términos del conjunto Y aparezca en el dominio activo de

cada tupla, representado por su subestructura inducida (ver Tabla 3.17).
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Recordemos que el acoplamiento débil se usa cuando estamos más in-

teresados en explorar el contenido del atributo textual o en buscar pala-

bras relacionadas con un determinado término.

Vemos que para las cuatro primeras consultas, se recuperan mediante

el acoplamiento débil todas las tuplas que tenemos en nuestro ejemplo,

esto es porque todas las tuplas contienen en su TDA al menos una de

las palabras del conjunto consulta Y . Sin embargo, para la última con-

sulta representada mediante el conjunto Y5 = {funcionarios, sueldo}
se recuperan, tanto con la estructura-AP como con la estructura APO,

las tuplas 1,2,4,6 y 7, que son las que contienen el término “funciona-

rios” en la subestructura inducida correspondiente (Tabla 3.17), pero no

se recupera la tupla 8 que recoge información relacionada con el otro

término, el término “sueldo”. Esto es porque en el dominio activo de

la tupla 8, dado por su subestructura inducida, no aparece el término

“sueldo” en ninguno de los conjuntos o secuencias generadoras al no

ser un término frecuente que se elimina en la primera fase del algorit-

mo Apriori y del algoritmo Apriori modificado. Este ejemplo pone de

manifiesto que no siempre se recuperará toda la información por la que

se consulta a través de las estructuras AP y APO, siempre quedará una

parte de información de difı́cil acceso y es la que se intenta minimi-

zar. De todas formas, el usuario siempre tendrá la opción de consultar

mediante los métodos tradicionales.

El ı́ndice de acoplamiento débil siempre es mayor o igual que el ı́ndice

de acoplamiento fuerte, por lo que si un conjunto Y tiene un ı́ndice

fuerte igual a 1, el ı́ndice débil también será 1. Es el caso de Y1 en

el acoplamiento por el máximo con las dos estructuras y de Y3 en el

acoplamiento por el máximo con la estructura APO.

Vemos que en todos los casos existe el acoplamiento débil, ya que no

tenemos en nuestro ejemplo ningún ı́ndice débil que sea igual a cero,

esto es porque no hay ninguna intersección vacı́a entre los conjuntos

consulta Y y los conjuntos o secuencias generadoras de las estructuras-

AP y APO.
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Para Y1, un ı́ndice débil por el promedio igual a 0.67 o 0.44 indica que

el dominio activo del atributo textual consultado se asemeja a los térmi-

nos de la consulta en un 67 % o 44 % respectivamente, considerando

para el cálculo de dicha similitud las peculariaridades de la estructura

que representa en cada caso el dominio activo y las del tipo de acopla-

miento.

Para Y2, un ı́ndice débil por el máximo igual a 0.67 o 0.5 indica que el

conjunto consulta se asemeja al conjunto o secuencia generadora de la

estructura con que mejor se acopla en un 67 % o 50 % respectivamente.

Vemos como, normalmente, los ı́ndices de acoplamiento son mayores

para la estructura-AP que para la estructura-APO, ya que se considera

que los conjuntos de consulta Y acoplan mejor con la estructura-AP, ya

que el orden no se tiene en cuenta para el cálculo de la bondad de estos

acoplamientos ni para el acoplamiento en sı́.

3. Comparación de los Índices Fuerte y Débil

Por último, compararemos los ı́ndices fuerte y débil obtenidos para la estructura-

AP y la estructura APO (Tablas 3.27 y 3.28) para corroborar las propiedades.

Tanto para la estructura-AP como para la estructura APO se cumple:

Todos los ı́ndices están comprendidos entre 0 y 1.

El ı́ndice por el máximo es mayor o igual en todos los casos que el

ı́ndice por el promedio.

El ı́ndice de acoplamiento débil es mayor o igual para todos los casos

que el ı́ndice de acoplamiento fuerte.

3.5.4 Cálculo de los Índices de Acoplamiento Fuerte y Débil de
un Conjunto con el TDA para cada Tupla

Como se dijo con anterioridad, también es posible consultar directamente sobre

el TDA de cada tupla en lugar de consultar sobre la estructura de conocimiento.
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Ind.Acoplamiento fuerte Ind. Acoplamiento débil
Estructura-AP T Promedio Máximo Promedio Máximo

Y={disminución, empleo} 0.5 1 0.67 1

Y={funcionarios, empleo} 0.33 0.67 0.58 0.67

Y={oficina, empleo} 0.33 0.67 0.58 0.67

Y={empleo} 0.42 0.5 0.42 0.5

Y={funcionarios, sueldo} 0 0 0.17 0.33

Tabla 3.27: Comparación de los ı́ndices de acoplamiento fuerte y débil con la

estructura-AP

Ind.Acoplamiento fuerte Ind. Acoplamiento débil
Estructura APO E Promedio Máximo Promedio Máximo

Y={disminución, empleo} 0.25 1 0.44 1

Y={funcionarios, empleo} 0 0 0.31 0.5

Y={oficina, empleo} 0.25 1 0.44 1

Y={empleo} 0.25 0.25 0.25 0.25

Y={funcionarios, sueldo} 0 0 0.06 0.25

Tabla 3.28: Comparación de los ı́ndices de acoplamiento fuerte y débil con la estruc-

tura APO

Supongamos que tenemos la consulta Y2 = {funcionarios, empleo} y tome-

mos las tres primeras tuplas del Tabla 3.17 con la subestructura inducida por tuplas

ya calculada (Tabla 3.29).

n Subestructura-AP Inducida Subestructura APO Inducida
1 {funcionarios, oficina, empleo} {oficina, empleo}{funcionarios}
2 {funcionarios, empleo} {empleo, funcionarios}
3 {empleo, oficina} {empleo, oficina}

Tabla 3.29: Subconjunto de datos seleccionado para el cálculo de los ı́ndices de aco-

plamiento para cada tupla

Resulta evidente que existirá acoplamiento fuerte de Y2 con la subestructura-AP

inducida de la segunda tupla, sin embargo, no existirá acoplamiento fuerte alguno

con ninguna de las tuplas en la subestructura APO inducida.
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De igual modo, también es fácil ver que el conjunto Y2 acopla de forma débil

con todas las tuplas de las subestructuras AP y APO inducidas.

Para darnos cuenta de esto, lo que hacemos es un acoplamiento (fuerte o débil)

de las subestructuras inducidas con el conjunto Y2. Dicho acoplamiento llevará igual-

mente asociados unos ı́ndices de bondad.

En la Tabla 3.30 se muestran los ı́ndices de acoplamiento del conjunto Y2 =

{funcionarios, empleo} con las tres tuplas de la subestructura-AP inducida y en

la Tabla 3.31 los ı́ndices de acoplamiento de Y2, entendido como secuencia, con la

subestructura APO inducida.

Indice Fuerte Indice Débil
n Subestructura-AP Inducida Promedio/Máximo Promedio/Máximo
1 {funcionarios, oficina, empleo} 0.67/0.67 0.67/0.67

2 {funcionarios, empleo} 1/1 1/1

3 {empleo, oficina} 0/0 0.5/0.5

Tabla 3.30: Indices de acoplamiento para la subestructura-AP inducida de cada tupla

Indice Fuerte Indice Débil
n Subestructura APO Inducida Promedio/Máximo Promedio/Máximo
1 {oficina, empleo}{funcionarios} 0/0 0.75/1

2 {empleo, funcionarios} 0/0 0.5/0.5

3 {empleo, oficina} 0/0 0.25/0.25

Tabla 3.31: Indices de acoplamiento para la subestructura APO inducida de cada tupla

La interpretación es análoga a la que hacı́amos para los ı́ndices calculados so-

bre la estructura-AP o APO. Si el usuario consulta a través del acoplamiento fuerte

con los términos “funcionarios, empleo“, con la subestructura-AP inducida se re-

cuperarán las tuplas 1 y 2, mientras que con la subestructura-APO inducida no se

recuperará ninguna de las tres tuplas, ya que el valor cero en el ı́ndice de acopla-

miento fuerte indica que no se da dicho acoplamiento. Un valor uno en el ı́ndice

de acoplamiento fuerte, indica que el conjunto de términos de la consulta es exac-

tamente igual que la subestructura inducida de esa tupla, en cambio un valor de
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0.67 indica que se da el acoplamiento fuerte pero que la semejanza del conjunto de
términos de la consulta con la subestructura inducida es de un 67 %.

Los ı́ndices de acoplamiento débil representan también la semejanza de la con-
sulta con la subestructura inducida de la tupla, la única diferencia es que el cálculo
de esta semejanza se realiza aunque no todos los términos de consulta estén inclui-
dos en la subestructura, basta que con esté incluido alguno de ellos.

3.5.5 Cálculo del Índice F1
Por último, vamos a realizar un ejemplo simple de cálculo de alguna medida de

precisión y exhaustividad. Hemos pensado en la F1 Score por ser muy conocida en
el ámbito de recuperación de información.

La F1 Score es la media armónica de la precisión y la exhaustividad y se calcula
como:

F1 = 2 · precision · exhaustividad
precision+ exhaustividad

(3.84)

donde la precisión es la fracción de instancias recuperadas que son relevantes
y la exhaustividad es la fracción de instancias relevantes que son recuperadas. Cal-
cularemos por tanto la precisión como el número de resultados correctos dividido
entre el número de todos los resultados devueltos por la consulta y la exhaustividad

como el número de resultados correctos dividido por el número de resultados que
se debı́an haber devuelto.

Realizaremos este ejemplo con las tres primeras consultas propuestas Y1 =

{disminución, empleo}, Y2 = {funcionarios, empleo} y en el último caso con
Y3 = {oficina, empleo}, suponiendo que el usuario las selecciona entre los térmi-
nos de la tag cloud. Si por ejemplo selecciona Y3, es de suponer, que la información
que quiere recuperar es la relacionada con la oficina de empleo, luego realizaremos
todas las búsquedas a través del acoplamiento fuerte.

Si el usuario consulta mediante la tag cloud monotérmino, podrá hacerlo ha-
ciendo pulsando en ”oficina“ o bien en ”empleo“, pero no en las dos etiquetas
simultáneamente. Si consulta con la estructura monotérmino se realizara introdu-
ciendo él mismo los términos de dicha consulta, el tipo de acoplamiento con que
debe llevar a cabo su requirimiento, será con el acoplamiento débil, ya que no es
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posible el acoplamiento fuerte de dos términos de consulta en la estructura mo-

notérmino. Mediante este acoplamiento débil, se recuperarı́an todas las tuplas que

tengan que ver tanto con ”oficina“ como con ”empleo“.

Podemos ver las tuplas que se recuperan con cada consulta y las que se desea

recuperar en la Tabla 3.25. En la Tabla 3.32 podemos ver la F1 Score calculada para

Y1 con la estructura-AP, la estructura APO y la estructura monotérmino, conside-

rando dos opciones para esta última, que el usuario pulse en el primer término que

desea encontrar o lo haga en el segundo. En la Tabla 3.33 vemos la calculada para

Y2 y en la Tabla 3.34 la calculada para Y3.

Estructura-AP T Estructura APO E Estructura Monotérmino M
{disminución, empleo} {disminución, empleo} {disminución} {empleo}

precision 0.67 1 0.67 0.3

exhaustividad 1 1 1 1

F1 Score 0.8 1 0.75 0.46

Tabla 3.32: Cálculo de la F1 Score para Y1

Estructura-AP T Estructura APO E Estructura Monotérmino M
{funcionarios, empleo} {funcionarios, empleo} {funcionarios} {empleo}

precision 0.4 – 0.4 0.3

exhaustividad 1 0 1 1

F1 Score 0.57 – 0.57 0.46

Tabla 3.33: Cálculo de la F1 Score para Y2

Estructura-AP T Estructura APO E Estructura Monotérmino M
{oficina, empleo} {oficina, empleo} {oficina} {empleo}

precision 0.67 1 0.6 0.3

exhaustividad 1 1 1 1

F1 Score 0.8 1 0.75 0.46

Tabla 3.34: Cálculo de la F1 Score para Y3
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Para la consulta Y2 no se puede calcular la F1 Score con la estructura APO, ya
que no existe la precisión para esa consulta al no recuperarse ninguna instancia.
Esto ocurre porque los términos de esta etiqueta están en orden inverso al lógico
de consulta, ya que se han considerado como resultados correctos aquellos que
contienen información sobre el empleo de los funcionarios.

En los demás casos, la F1 Score calculada para la estructura APO, mejora la F1

Score calculada para la estructura-AP y ésta última, mejora o iguala la calculada
para la estructura monotérmino con uno u otro elemento de consulta.

En el Capı́tulo 6 se realiza un estudio más completo sobre la precisión y la
exhaustividad con las distintas estructuras.

3.6 Resumen y Conclusiones
En este capı́tulo se han presentado tres estructuras alternativas a la estructura-

AP [TP13b]:

Estructura WAP: es el resultado de añadir ponderación a la estructura-AP.

Estructura APO: introduce el orden en los itemsets.

Estructura WAPO: establece ponderación y orden en los itemsets.

Estas estructuras se han definido matemáticamente junto con sus operaciones y
algunas propiedades y se han expuesto diversos ejemplos para facilitar la compren-
sión de estas definiciones.

Una de las operaciones más importante es el acoplamiento de un conjunto de
términos con una estructura. Su importancia reside en que es la operación utilizada
en la consulta. Se ha visto como el acoplamiento puede ser fuerte o débil depen-
diendo de si queremos que todos los términos de la consulta estén presentes en las
tuplas devueltas por el sistema o nos baste con que estén sólo unos pocos. También
se han presentado unos ı́ndices para medir la bondad de estos acoplamientos.

En la Sección 3.5 se ha expuesto un ejemplo práctico donde se han comparado
las estructuras monotérmino ponderada, WAP y WAPO. El motivo de incluir la
estructura monotérmino en este ejemplo, es que es la estructura que normalmente
vemos representada en Internet con forma de tag cloud.
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Las principales conclusiones obtenidas de esta comparación son:

Las estructuras WAP y WAPO recuperan información más precisa que la
estructura monotérmino.

Las estructuras WAP y WAPO ofrecen mayor cantidad de sugerencias de
búsqueda y exploración que la estructura monotérmino.

Las estructuras WAP y WAPO permiten identificar relaciones entre concep-
tos y sugieren términos relacionados para la consulta, no ası́ la estructura
monotérmino.

Las estructuras WAP y WAPO facilitan la identificación del contenido debido
a los componentes multitérmino y discriminan mejor entre conceptos.

Mediante las estructuras WAP y WAPO es posible definir todas las operacio-
nes que se realizan sobre la base de datos.

La estructura WAPO es más apta que la estructura WAP en consultas don-
de el orden de los términos es importante. Mediante la estructura WAPO la
búsqueda es más restrictiva, más precisa y visualmente, los terminos apare-
cen menos aglomerados, por lo que es más fácil identificarlos.

La estructura WAP es más apta que la estructura WAPO cuando estamos más
interesados en explorar el entorno que en realizar una búsqueda especı́fica,
ya que ofrece un mayor número de sugerencias o posibles términos relacio-
nados.

En el ejemplo presentado, además de esta comparación, se han calculado los
ı́ndices de acoplamiento de diversos conjuntos consulta y la F1 Score como me-
dida estándar de precisión y exhaustividad, obteniendo que, cuando una consul-
ta está bien expresada, la precisión es mayor con la estructura APO que con la
estructura-AP y ambas mejoran la precisión obtenida con la estructura monotérmino,
mientras que la exhaustividad es la misma para las tres estructuras. Esto se traduce
en que la estructura APO es la que mayor ı́ndice F1 presenta para estas consultas.

A partir de ahora nos centraremos en las estructuras WAP y WAPO, que son las
que permiten su visualización a través de la tag cloud.
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CAPÍTULO

4
Distintos Algoritmos para la

Generación de las
Estructuras

En este capı́tulo empezaremos repasando diversas técnicas y algoritmos que

pueden ser empleados (con ligeras modificaciones en algunos casos) para la obten-

ción de los itemsets o las item-seqs frecuentes.

En la Sección 4.1 veremos los algoritmos más conocidos para la obtención de

los itemsets frecuentes. En la sección 4.2 se hará una revisión de algoritmos para la

extracción de secuencias frecuentes.

En la Sección 4.3 describiremos los algoritmos que hemos empleado nosotros

para la generación de los itemsets y las item-seqs, que son el algoritmo Apriori y el

algoritmo Apriori modificado, respectivamente.

Muchos de estos algoritmos trabajan de forma similar a como lo harı́a un ı́ndice

invertido o lista invertida. En la Sección 4.4 se hará una breve revisión de estos

ı́ndices, formulando una definición adaptada de los conceptos de lista invertida e

ı́ndice invertido completo.
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4. DISTINTOS ALGORITMOS PARA LA GENERACIÓN DE LAS
ESTRUCTURAS

Estos conceptos nos servirán de base para entender el método de generación de
las estructuras WAP y WAPO, alternativo al algoritmo Apriori, que se propone en
la Sección 4.5, junto con un ejemplo práctico que ayuda a su comprensión.

Terminaremos en la Sección 4.6 con un resumen y algunas conclusiones acerca
de cuándo es mejor aplicar este método y cuándo será mejor el algoritmo Apriori o
su modificación.

4.1 Algoritmos para la Obtención de Itemsets Frecuen-
tes

El propósito de estos algoritmos es encontrar todos los conjuntos de items o
“itemsets”, cuyo soporte sobrepase el mı́nimo establecido, llamados itemsets fre-
cuentes. Recordemos que el soporte de un itemset se calcula como la proporción de
transacciones que contienen dicho itemset.

Los algoritmos más conocidos son el algoritmo “Apriori” y sus variantes “Aprio-
riTid” y “AprioriHybrid” [Agr94].

Algoritmo Apriori
El algoritmo Apriori construye de forma iterativa el conjunto de términos fre-

cuentes, utilizando los encontrados en un paso para construir los del paso siguiente.
Para ello realiza múltiples lecturas de los datos.

En el primer paso se calcula el soporte de los itemsets elementales o de nivel
uno y se determina cuáles se consideran frecuentes según el soporte mı́nimo. En
cada paso posterior, se empieza con un conjunto “semilla” formado por los itemsets

frecuentes encontrados en el paso anterior, los cuales se combinan entre sı́ para
generar los itemsets candidatos. Para comprobar si estos itemsets candidatos son o
no frecuentes, se requiere en cada paso realizar una nueva lectura de los datos.

En la Tabla 4.1 encontramos la notación necesaria para entender el algoritmo
presentado a continuación.
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4.1 Algoritmos para la Obtención de Itemsets Frecuentes

k-itemsets Un itemset con k items
Conjunto de k-itemsets frecuentes

Lk Cada componente de este conjunto tiene dos campos:

i) El itemset y ii) El soporte del itemset.

Conjunto de k-itemsets candidatos

Ck Cada componente de este conjunto tiene dos campos:

i) El itemset y ii) El soporte del itemset.

Conjunto de k-itemsets candidatos

Ck donde los identificadores (TIDs) de las transacciones

se almacenan junto a los candidatos

Tabla 4.1: Notación para los Algoritmos Apriori y AprioriTid

Algoritmo Apriori:
L1 = itemsets frecuentes de nivel 1;

for (k = 2; Lk−1 6= ∅; k + +) do begin
Ck = apriori-gen(Lk−1); // Nuevos candidatos

forall transacciones t ∈ D do begin
Ct = subconjunto (Ck, t); // Candidatos en t

forall candidatos c ∈ Ct do
c.count++;

end

Lk = {c ∈ Ck|c.count ≥ minsup}
end
Resultado =

⋃
k Lk;

La función apriori-gen es la encargada de generar nuevos itemsets candidatos.

Su funcionamiento se detalla en la Tabla 4.2.

Podemos ver un ejemplo práctico de la aplicación del algoritmo Apriori en la

Sección 3.5.

Algoritmo AprioriTid
El algoritmo AprioriTid tiene la propiedad de que no es necesario recorrer toda

la base de datos para calcular el soporte de los itemsets después del primer paso.
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Para ello, se realiza una codificación de los encontrados en el paso previo, antes de

decidir si son frecuentes en el paso posterior. En pasos sucesivos, el tamaño de esta

codificación se va haciendo menor que el de la base de datos, ahorrando mucho

esfuerzo de lectura.

Esta codificación trabaja de forma similar a la de un ı́ndice invertido.

Después de cada paso, no se emplean las transacciones en las que se encuen-

tran los itemsets frecuentes, sino una codificación de éstos y si la transacción no

contiene ningún itemset frecuente en el paso actual, no se considera en los pasos

siguientes, mientras que en el algoritmo Apriori considera todas las transacciones

en cada paso.

Este algoritmo también utiliza la función “apriori-gen” para determinar los

itemsets candidatos.

Algoritmo AprioriTid:

L1 = itemsets frecuentes de nivel 1;

C1 = base de datos D;

for (k = 2; Lk−1 6= ∅; k + +) do begin
Ck = apriori-gen(Lk−1); // Nuevos candidatos

Ck = ∅;
forall entradas t ∈ Ck−1 do begin

// Determinar los itemsets candidatos en Ck contenidos

en la transacción con identificador t.T ID

Ct = {c ∈ Ck|(c− c[k]) ∈ t.(conjunto de items) ∧
(c− c[k − 1]) ∈ t.(conjunto de items)};

forall candidatos c ∈ Ct do
c.count++;

if (Ct 6= ∅) then Ck+ =< t.TID,Ct >;

end
Lk = {c ∈ Ck|c.count ≥ minsup}

end

Resultado =
⋃
k Lk;
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En lugar de usar la base de datosD para el cálculo del soporte, se utiliza el con-

junto Ck. Cada miembro de este conjunto es de la forma < TID, {Xk} >, donde

cada Xk es un itemset potencialmente frecuente en la transacción con identificador

TID:

Los experimentos realizados por Agrawal y Srikant [Agr94] muestran que el

rendimiento del algoritmo Apriori es superior al rendimiento del algoritmo Aprio-

riTid, debido a que en los primeros pasos el Apriori funciona mejor que el Apriori-

Tid.

Nota.- En el caso de emplear estos algoritmos para la obtención de secuencias

frecuentes (item-seqs) es necesario utilizar un ı́ndice invertido completo o lista in-

vertida en la que se almacena también la posición de las palabras en el texto.

Algoritmo AprioriHybrid
El algoritmo AprioriHybrid es una combinación del Apriori y del AprioriTid

para mejorar la escalabilidad y el rendimiento. Consiste en usar el algoritmo Aprio-

ri para los primeros pasos y cambiar al AprioriTid en los siguientes. Pero este cam-

bio entre algoritmos también conlleva un coste.

El algoritmo AprioriHybrid funcionará mejor que el Apriori dependiendo de la

base de datos en que se aplique.

Otros Algoritmos
Si las listas invertidas están disponibles, pueden usarse algoritmos como el al-

goritmo de “Partición” o el “Eclat”.

El algoritmo de Partición [Sav95] necesita recorrer la base de datos como

mucho dos veces para generar todas las reglas de asociación importantes.

Se ejecuta en dos etapas: en la primera se divide la base de datos en particiones

sin intersecciones comunes, cuyo tamaño se calcula de forma que cada partición

pueda acomodarse bien en la memoria principal y se generan los itemsets frecuentes

de estas particiones. Al final de esta etapa, estos itemsets se combinan para generar

el conjunto de itemsets candidatos a ser frecuentes. En la segunda etapa, se calcula

el soporte de estos itemsets para identificar los frecuentes, con lo que las particiones

se leen sólo una vez en cada etapa.
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El algoritmo de Partición funciona mejor que el Apriori para soportes pequeños.

Su principal problema es que, conforme se incrementa el número de particiones,

el número de itemsets que son local pero no globalmente frecuentes, también se

incrementa. Si se aleatorizan las particiones, estas tendrán un gran número de item-

sets frecuentes en común, consumiendo gran cantidad de tiempo en identificar las

redundancias.

En Zaki et al. [Zak97] se presentan seis algoritmos que recorren la base de

datos solamente una vez. Se caracterizan por el empleo de técnicas de clustering

para agrupar los itemsets relacionados y se diferencian según la técnica empleada.

El mejor de estos algoritmos es Eclat, que usa únicamente intersecciones simples

para generar los itemsets globalmente frecuentes, evitando la identificación de re-

dundancias y no trabaja con varios clusters a la vez.

Otro algoritmo muy conocido es FP-Growth [Han00]. A diferencia de los an-

teriores, no adopta la forma del algoritmo Apriori para la generación de los itemsets

candidatos, sino que se sirve de tres técnicas:

La compresión de la base de datos en otra condensada, mucho más pequeña,

llamada “árbol de patrones frecuentes (FP-tree)”, lo que evita el coste de

recorrer repetidas veces la base de datos original.

La creación de una estructura de árbol que adopta un método mediante el cual

se examinan únicamente los patrones contenidos en una “sub-base de datos”

o base de datos condicional, que contiene el conjunto de items frecuentes

que co-ocurren, evitando el coste de generar un gran número de itemsets

candidatos.

El uso de un método, “divide y vencerás”, que descompone la tarea de ge-

nerar los itemsets en pequeñas tareas de establecer patrones en las bases de

datos condicionales, lo que reduce el espacio de búsqueda.

En Hipp et al. [Hip00] se realiza una comparación de todos estos algoritmos en

cuanto a rendimiento, comprobándose que todos tienen un comportamiento similar

con respecto al tiempo de ejecución. Mientras algunos algoritmos como Eclat y el

algoritmo de Partición emplean la mayor parte del tiempo en determinar el soporte
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de los itemsets candidatos de nivel inferior a cuatro, el algoritmo Apriori encuen-

tra la mayor dificultad en el cálculo del soporte de los itemsets de nivel cuatro o

superior.

Como el nivel de los itemsets frecuentes encontrados en nuestros experimentos

suele ser inferior a cuatro y, en cualquier caso, no muy superior, nosotros emplea-

mos el algoritmo Apriori, que además es el más conocido y resulta fácil de usar y

implementar.

4.2 Algoritmos para la Obtención de Secuencias Fre-
cuentes

La diferencia entre un itemset y una secuencia es que la secuencia es un conjun-

to ordenado de elementos o items (item-seq), mientras que en un itemset el orden

de los elementos no importa.

En el campo de la obtención de secuencias frecuentes destacan trabajos como el

de Agrawal y Srikant [Agr95] para el descubrimiento de patrones secuenciales en

las bases de datos transaccionales. Estos autores proponen tres métodos basados en

el algoritmo Apriori: el ”AprioriAll“, el ”AprioriSome“ y el ”DinamicSome“. Los

elementos en los patrones secuenciales obtenidos por estos algoritmos no tienen por

qué ser contiguos en el texto, lo que los diferencia de los patrones secuenciales que

obtenemos nosotros para la formación de las item-seqs frecuentes que componen

la estructura APO.

El algoritmo AprioriAll considera todas las secuencias frecuentes, incluidas las

no maximales, mientras que el algortimo AprioriSome y el algoritmo DinamicSo-
me sólo consideran las maximales, evitando las incluidas en éstas, comenzando

ası́ la búsqueda de secuencias por aquellas de mayor longitud. Sin embargo, el

tiempo que se ahorran estos dos últimos al no considerar las secuencias conteni-

das en otras maximales, puede ser menor que el tiempo consumido considerando

secuencias que tienen soporte inferior al mı́nimo, que nunca se hubieran tenido en

cuenta, ya que sus subsecuencias no son frecuentes como consecuencia del bajo

valor de su soporte. Por ello el algoritmo AprioriAll se considera el más eficien-

te de los tres. Éste fue el primer algoritmo en minerı́a de patrones secuenciales.
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El principal inconveniente que posee es que, igual que con el algoritmo Apriori,

deben realizarse múltiples lecturas sobre la base de datos y se generan muchos

candidatos; aún ası́ es la base de un gran número de algoritmos eficientes que se

han desarrollado con posterioridad.

El algoritmo AprioriAll consiste primero en generar aquellas secuencias que

podrı́an ser frecuentes, denominadas ”secuencias candidatas“. Posteriormente, se

escanea la base de datos para determinar el soporte de estas secuencias y ver si son

consideradas frecuentes. El proceso de generación de las secuencias candidatas es

similar al ”AprioriGen“ que hemos visto para la generación de itemsets frecuen-

tes [Agr94] (ver Sección 4.1). La propiedad Apriori también se usa para eliminar

aquellas secuencias candidatas cuyas subsecuencias no son frecuentes. La diferen-

cia con el algoritmo Apriori es que al generar el candidato mediante la unión de los

patrones frecuentes en el paso previo, un orden diferente en la combinación de los

elementos darı́a lugar a diferentes candidatos.

Otro algoritmo muy conocido es el algoritmo GSP (Patrones Secuenciales Ge-

neralizados) [Sri96]. También está basado en el Apriori, pero además integra res-

tricciones de tiempo y relaja la definición de transacción, a la vez que considera el

conocimiento adquirido a través de taxonomı́as. Con este algoritmo resulta difı́cil

el cálculo del soporte de las secuencias.

El algoritmo PrefixSpan [Pei01] es más eficiente que el algoritmo GSP, ya que

puede tratar con bases de datos muy extensas y no requiere la generación de se-

cuencias candidatas, sin embargo, necesita una mayor espacio de almacenamiento

y el coste temporal de ejecución es mayor que con el anterior.

El algoritmo SPADE [Zak01] utiliza técnicas de búsqueda en retı́culos y unio-

nes simples. Todas las secuencias se descubren con sólo tres recorridos sobre la

base de datos. Descompone el principal problema en pequeños sub-problemas, que

pueden ser más fácilmente almacenados en la memoria principal. Con este enfo-

que, la base de datos secuencial se transforma en un lista vertical de identificadores

asociados a los items correspondientes. Trabaja del mismo modo que lo harı́a una

lista invertida y también emplea la propiedad Apriori.

Un algoritmo que sólo requiere una lectura sobre la base de datos o como mucho

dos en bases de datos extensas, es el algoritmo MEMISP (Indexación de Memorı́a

para Minerı́a de Patrones Secuenciales) [Lin02]. Para ello utiliza una búsqueda
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recursiva y una estrategia de indexación, por lo que también funcionarı́a como un

ı́ndice invertido.

Podemos encontrar una revisión de estos algoritmos en [Zha03].

El algoritmo que más se ajusta a nuestras necesidades y modo de trabajo para

la generación de las item-seqs frecuentes, es el algoritmo AprioriAll [Agr95], pero

como nosotros pretendemos que los elementos que componen las item-seqs apa-

rezcan contiguos en el texto, realizamos una modificación distinta del Apriori. En

la Sección 4.3 vemos en qué consiste esta modificación.

4.3 Algoritmos Apriori y Apriori Modificado para la
Generación de Item-seqs Frecuentes

Aunque ya hemos visto el algoritmo Apriori dado por Agrawal et al. [Agr94] en

la Sección 4.1 para la generación de itemsets frecuentes, volvemos a enunciarlo de

forma diferente en la Tabla 4.2 junto con el Apriori modificado para la generación

de item-seqs frecuentes.

La diferencia básica entre ambos está en la etapa de generación de nuevos can-

didatos. Mientras que para la generación de los itemsets candidatos en un paso se

combinan los itemsets frecuentes del paso anterior que tengan todos los elementos

comunes menos uno, sin importar el orden de estos elementos, para la generación

de las item-seqs candidatas en un paso, se combinan las item-seqs frecuentes del

paso anterior que tienen todos los elementos comunes menos uno y además, estos

elementos conservan la misma relación de orden, por lo que una item-seq frecuente

en Lk−1 podrá combinarse con otra, sólo en el caso de que ésta última empiece por

la subsecuencia de nivel k − 2 con que termina la primera.

La notación para entender la Tabla 4.2 es la misma que tenı́amos en la Tabla

4.1.

Vemos que la eliminación de los itemsets candidatos que contengan algún sub-

conjunto no frecuente en la etapa anterior Lk−1 es un paso extra que no está en la

generación de las item-seqs candidatas, ya que por la forma en que se construyen,
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Algoritmos Apriori y Apriori Modificado
Paso 1
1. Generar los itemsets (item-seqs) candidatos en C1

2. Almacenar los itemsets (item-seqs) frecuentes en L1

Paso k
1.Generar los itemsets (item-seqs) candidatos en Ck a partir de los itemsets (item-seqs) frecuentes en Lk−1:

Generación de itemsets Generación de item-seqs

a) Unir Lk−1p con Lk−1q como sigue: a) Unir Lk−1p con Lk−1q como sigue:

insert into Ck insert into Ck
select select
p.item1, p.item2, ..., p.itemk−2, p.itemm, q.itemn p.item1, p.item2, ..., p.itemk−1, q.itemk−1

from Lk−1p, Lk−1q from Lk−1p, Lk−1q

where where
∀ p.itemi ∃ q.itemj i, j ∈ [1, k − 2] t.q p.item2 = q.item1, ..., p.itemk−1 = q.itemk−2

p.itemi = q.itemj y @ i, j ∈ [1, k − 1] b) Eliminar redundancias

t.q. p.itemm = q.itemj ; q.itemn = p.itemi

b) Eliminar los itemsets candidatos en Ck
donde algún subconjunto no sea un itemset de Lk−1

c) Eliminar redundancias

2. Leer las transacciones de la base de datos para determinar el soporte de cada itemset (item-seq) en Ck
3. Almacenar los itemsets (item-seqs) frecuentes en Lk

Tabla 4.2: Algoritmos Apriori y Apriori modificado

éstas sólo pueden dividirse en dos subsecuencias para un nivel inferior, que son las

dos subsecuencias en Lk−1 cuya unión da la item-seq en Ck, luego serán frecuentes.

Por otro lado, el paso que consiste en la eliminación de redundancias, no se

realiza de igual forma en ambos casos. En el caso de los itemsets, se eliminarı́an

aquellos que tienen los mismos elementos, independientemente del orden en que

aparezcan y en el caso de las item-seqs, se eliminarı́an aquellas que tengan los

mismos elementos en el mismo orden y aquellas en que aparezca algún elemento

repetido en una misma item-seq, algo que en los itemsets no es posible que ocurra.

Por otra parte, cuando se escanean las transacciones de la base de datos para

determinar el soporte de cada conjunto o secuencia en Ck, las frecuencias para el

cálculo de este soporte no se contabilizan igual si estamos buscando conjuntos o

secuencias, ya que en los conjuntos los elementos no tienen por qué estar ordenados

y en las secuencias sı́.
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El siguiente ejemplo ilustra las diferencias entre el proceso de generación de
los itemsets y de generación de las item-seqs.

Ejemplo 4.3.1. Generación de itemsets e item-seqs

1. Supongamos que L2 = {a, b}, {a, c}, {m, a}
Generación de itemsets⇒ C3 = {a, b, c}, {a, b,m}, {a, c,m}
Generación de item-seqs⇒ C3 = {m, a, b}, {m, a, c}

2. Supongamos que L3 = {x, y, z}, {v, y, x}
Generación de itemsets⇒ C4 = {x, y, z, v}
Generación de item-seqs⇒ C4 = ∅

3. Supongamos que L1 = {3}, {5}, {7}
Generación de itemsets⇒ C2 = {3, 5}, {3, 7}, {5, 7}
Generación de item-seqs⇒ C2 = {3, 5}, {5, 3}, {3, 7}, {7, 3}, {5, 7}, {7, 5}

En la Sección 3.5 se explican estos procesos de forma maś detallada.

4.4 Índices Invertidos
Ya hemos visto como muchos de los algoritmos mencionados utilizan ı́ndices

invertidos o listas invertidas con la intención de recortar el tiempo de ejecución,
como son AprioriTid, AprioriHybrid o SPADE. La mayorı́a emplean la propiedad
Apriori.

Según Tomasic et al.[Tom94], la lista invertida se construye para una deter-
minada palabra o cadena y el indı́ce invertido es el conjunto de todas las listas
invertidas para todas las palabras que aparecen en un documento, junto al número
de veces que aparecen.

El inconveniente de trabajar con ı́ndices invertidos es el del almacenamiento
en bases de datos muy extensas. En la lista referencial de ı́ndice invertido hay un
valor que se corresponde con cada item en un itemset, con lo que el espacio de al-
macenamiento del ı́ndice invertido es casi el mismo que el del conjunto de itemsets

maximales si no se aplica ninguna medida de reducción. Si se almacena tanto el
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ı́ndice invertido como el conjunto de itemsets maximales, el espacio de almacena-

miento será mayor.

Araújo et al. [Ara97] presentan un ı́ndice invertido completo para el acopla-

miento de cadenas en textos largos que se compone de una tabla con todas las

palabras del texto y una lista con la posición que corresponde a cada palabra. El

algoritmo que presentan estos autores permite la búsqueda de frases, conjuntos de

caracteres, etc. de forma exacta, ası́ como la búsqueda aproximada con coste no

uniforme y expresiones regulares arbitrarias.

Este algoritmo emplea un tiempo de procesamiento de consulta de orden raı́z

de n, “(O(n1/2))”, alrededor de 7 segundos para una consulta de 3 términos.

Para crear el ı́ndice, Araújo et al. [Ara97] consideran el texto como una se-

cuencia de palabras, separadas por delimitadores y se almacena cada ocurrencia de

cada palabra en una lista que mantiene el orden que ocupan las palabras en el texto.

Cuando se realiza una consulta de una sola palabra, simplemente se busca en la

tabla y en la lista de ocurrencias. Cuando la consulta es de más de una palabra, se

busca en la tabla cada una de ellas y se recupera la correspondiente lista de ocu-

rrencias, luego se obtiene la intersección de la lista mirando los punteros que tienen

la misma posición relativa en la consulta y en el texto.

El tiempo que se tarda en construir el ı́ndice es directamente proporcional al

tamaño del texto, cerca de 1 minuto por cada 4 Mb.

Qiao and Zhang [Qia12] han propuesto soluciones a las desventajas del ı́ndi-

ce invertido, construyendo su mapa de bits y usándolo para realizar las tareas de

acoplamiento, con lo que han ahorrado mucho tiempo y espacio. Sin embargo, esta

solución sólo ofrece mejoras en bases de datos extensas.

En el siguiente apartado estableceremos los conceptos de lista invertida e ı́ndi-

ce invertido completo. Estos conceptos nos serán útiles para la Sección 4.5, en la

que propondremos una forma alternativa de calcular las estructuras WAP y WAPO

con la ayuda de un ı́ndice invertido y de algunas de las definiciones que se dan a

continuación.
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4.4.1 Lista Invertida

Definición 4.4.1. (Patil et al. [Pat11]) Lista invertida para un término en una
colección de documentos
Sea D = {d1, d2, ..., d‖D‖} una colección de n documentos de un alfabeto Σ. La

lista invertida asociada a un término u consiste en pares de la forma (dj, puntua−
cion(u, dj)) para j = 1, 2, 3, ..., ‖D‖, donde la puntuación de un documento dj
depende del número de ocurrencias de u en dj .

En esta definición no se especifica la posición del término dentro del documen-
to.

Khancome y Boonjing [Kha07] dan la definición de lista invertida para una
cadena. Nosotros vamos a adaptarla para los items de un itemset de un atributo
textual.

Definición 4.4.2. Lista Invertida de los items de un Itemset Ii
Sea Ii un itemset de un atributo textual de una base de datos, con items t1, t2, ..., tm
de un conjunto referencial X . Sea Θ = θai,1 , θbi,2 , θci,3 , ..., θ...i,m , donde θni,j se

corresponde con los tj para j = 1, ...m, con i indicando la posición del itemset.

Dado Θ = θai,1 , θbi,2 , θci,3 , ..., θ...i,m de Ii, entonces la lista invertida de Θ, denotada

como LΘ es el conjunto definido como:

LΘ = {θa :< i, 1 >, θb :< i, 2 >, θc :< i, 3 >, ..., θ... :< i,m >} (4.1)

Ejemplo 4.4.1. Lista Invertida de los items del Itemset Ii
Supongamos, que tras el preprocesamiento del texto, el itemset que ocupa la ter-

cera posición en el atributo textual se compone de los siguientes items:

I3 = {sol, nube, sol, brisa, nieve} entonces:

θa3,1 = sol,

θb3,2 = nube,

θc3,3 = sol,

θd3,4 = brisa,

θe3,5 = nieve

⇒ Θ = sol3,1 nube3,2 sol3,3 brisa3,4 nieve3,5
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La lista invertida para los items de I3 = {sol, nube, sol, brisa, nieve} serı́a:

LΘ = {sol :< 3, 1 >, nube :< 3, 2 >, sol :< 3, 3 >, brisa :< 3, 4 >, nieve :

< 3, 5 >}

A continuación adaptamos la definición de tabla de listas invertidas de Khan-
come y Boonjing [Kha07].

Definición 4.4.3. Tabla de Listas Invertidas
Una tabla de listas invertidas τ es un conjunto de pares ordenados (θλ, Pλ), donde

θλ = θni,j representa un item del itemset Ii y Pλ de θλ es un conjunto que contiene

los elementos < i, j > de θλ.

Ejemplo 4.4.2. Tabla de Listas Invertidas

Podemos ver la tabla de listas invertidas del itemset I3 = {sol, nube, sol, brisa, nieve}
del Ejemplo 4.4.1 en la Tabla 4.3.

θλ Pλ

sol < 3, 1 >,< 3, 3 >

nube < 3, 2 >

brisa < 3, 4 >

nieve < 3, 5 >

Tabla 4.3: Tabla de listas invertidas

4.4.2 Índice Invertido Completo

El ı́ndice invertido consistirá en el conjunto de las listas invertidas de todos los
items de los itemsets del atributo textual.

Empezaremos estableciendo la notación para la definición de ı́ndice invertido
completo (4.4) e introduciendo unos conceptos que se usarán en ésta.

Definición 4.4.4. Prefijo y Sufijo de un itemset Θ

Si Θ = ρθκ para los itemsets ρ, κ, θ ∈ Sub(S), Θ ∈ S ⇒ ′′ρ′′ es un prefijo de

Θ y ′′κ′′ es un sufijo de Θ.
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Notación Concepto
Σ Alfabeto finito no vacı́o

Σ∗ Conjunto de todos los itemsets sobre
∑

φ Itemset vacı́o

Σ+ Σ∗ − {φ}
S Conjunto finito de Θ ∀ Θ ∈

∑∗
Sub(S) Conjunto de todos los sub-itemsets de Θ, ∀ Θ ∈ S

Tabla 4.4: Notación usada en la definición de ı́ndice invertido completo

La definición formal de ı́ndice invertido completo que incluimos a continua-
ción, es una adaptación de la proporcionada por Blumer et al.[Blu87].

Definición 4.4.5. Índice Invertido Completo
Dado un alfabeto finito Σ, un conjunto de items k ⊆ Σ+ y un conjunto de itemsets

S ⊆ Σ+, un ı́ndice invertido completo para (Σ, k, S) es un tipo de dato abstracto

que implementa las siguientes funciones:

1. find: Σ+ → k ∪ {φ}, donde find(θ) es el mayor itemset Θ = ρθκ que

contiene θ con ρ, κ ∈ k ∪ {φ} y Θ ocurre en S.

2. freq: k → N, donde freq(θ) es el número de veces que θ ocurre en S.

3. loc: k → 2N×N , donde loc(θ) es el número de pares ordenados indicando el

número del itemset en que ocurre θ y su posición dentro de éste.

4.4.3 Obtención de las Estructuras WAP y WAPO a través de
Índices Invertidos

Es posible obtener las estructuras WAP y WAPO a partir de los ı́ndices inverti-
dos principalmente de dos formas:

1. Haciendo uso del algoritmo Apriori, de forma similar a como lo hacen los
algoritmos AprioriTid y AprioriHybrid [Agr94], realizando una codificación
que permita recorrer los ı́ndices invertidos en lugar de toda la base de datos
para la aplicación del algoritmo Apriori y desechando las posiciones de los
items que no se corresponden con un itemset frecuente en el paso anterior.
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2. Descubriendo primero los itemsets maximales y descomponiendo aquellos
que no sean frecuentes en sub-itemsets que sı́ lo sean, hasta que nos hayamos
quedado con un conjunto de itemsets frecuentes del mayor nivel posible, los
cuales se corresponderán con los conjuntos generadores de la estructura que
pretendamos obtener.

En la Sección 4.5 se explica cómo se aplicarı́a este método paso a paso, para
lo que se empieza definiendo algunos conceptos necesarios y se acaba con
un ejemplo para su comprensión.

4.5 Método Alternativo al Algoritmo Apriori para la
Generación de las Estructuras

Comenzamos esta sección introduciendo unos conceptos que serán necesarios
posteriormente.

4.5.1 Regla, Regla Primaria e Implicación

Blumer et al. [Blu87] definen los conceptos de regla, regla primaria e impli-
cación, nosotros los adaptaremos presentando seis definiciones, distinguiendo para
cada uno de estos conceptos dos casos diferentes:

1. Cuando los items de un itemset mantengan una relación de orden (que serı́a
el caso de las item-seqs),

2. Cuando no importe el orden que presenten los items dentro de los itemsets.

Posteriormente, daremos las definiciones de regla primaria frecuente e implica-
ción frecuente para los dos casos arriba indicados.

Definición 4.5.1. Regla de S
Una regla de S es una aplicación:

θ → Γ donde θ ∈ Sub(S),Γ ∈ S (4.2)

que ocurre cada vez que los elementos de θ están contenidos en Γ (θ ⊆ Γ).
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Definición 4.5.2. Regla ordenada de S
Una regla ordenada de S es una aplicación:

θ → ρθκ donde θ, γ, β ∈ Sub(S) (4.3)

que ocurre cada vez que θ está precedido por ρ y seguido por κ en S.

Definición 4.5.3. Regla Primaria de S
θ → Γ es una regla primaria de S si es una regla de S y Γ ∈ S es un itemset

maximal, esto es:

@ Γ′ ∈ S tal que Γ ⊂ Γ′ (4.4)

o lo que es lo mismo

@ Γ′ ∈ S tal que θ → Γ′ sea un regla de S, con Γ ⊂ Γ′ (4.5)

Definición 4.5.4. Regla Ordenada Primaria de S
θ → ρθκ es una regla ordenada primaria de S si es una regla ordenada de S y ρ y

κ ∈ Sub(S) son itemsets del mayor orden posible, esto es:

@ δ, ε ∈ Sub(S) con δ, ε 6= φ tales que θ → δρθκε sea una regla ordenada de S.

(4.6)

Definición 4.5.5. Implicación de θ en S
Si θ → Γ es una regla primaria de S, entonces Γ se llama implicación de θ en S y

se denota impS(θ), siendo P (S) el conjunto de todas las implicaciones en S:

P (S) = {impS(θ) : θ ∈ Sub(S)} (4.7)

Definición 4.5.6. Implicación Ordenada de θ en S
Si θ → ρθκ es una regla ordenada primaria de S, entonces ρθκ se llama implica-

ción ordenada de θ en S y se denota impoS(θ), siendo Po(S) el conjunto de todas

las implicaciones ordenadas en S:

Po(S) = {impoS(θ) : θ ∈ Sub(S)} (4.8)
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Definición 4.5.7. Regla Frecuente Primaria de S
Sea Subf(S) el conjunto de todos los sub-itemsets frecuentes de Θ, ∀Θ ∈ S.

Diremos que θ → Γ es una regla frecuente primaria de S, si es una regla de S y Γ

es un itemset maximal en Subf(S), esto es:

@ Γ′ tal que Γ ⊂ Γ′ con Γ,Γ′ ∈ Subf(S) (4.9)

o lo que es lo mismo

@ Γ′ tal que θ → Γ′ sea un regla de S, con Γ ⊂ Γ′, Γ,Γ′ ∈ Subf(S) (4.10)

Definición 4.5.8. Regla Ordenada Frecuente Primaria de S
Sea Subof(S) el conjunto de todas las subsecuencias frecuentes de Θ, ∀Θ ∈ S.

Diremos que θ → ρθκ es una regla ordenada frecuente primaria de S, si es una

regla ordenada de S, pertenece al conjunto Subof(S) y ρ y κ ∈ Subof(S) son

item-seqs del mayor orden posible, esto es:

@ δ, ε ∈ Subof(S) con δ, ε 6= φ tales que θ → δρθκε sea una regla

ordenada de S y δρθκε pertenezca al conjunto Subof(S)
(4.11)

Definición 4.5.9. Implicación Frecuente de θ en S
Si θ → Γ es una regla frecuente primaria de S, entonces Γ se llama implicación

frecuente de θ en S y se denota impfS(θ), siendo P f (S) el conjunto de todas las

implicaciones frecuentes en S:

P f (S) = {impfS(θ) : θ ∈ Subf(S)} (4.12)

Definición 4.5.10. Implicación Ordenada Frecuente de θ en S
Si θ → ρθκ es una regla ordenada frecuente primaria de S, entonces ρθκ se llama

implicación ordenada frecuente de θ en S y se denota impofS(θ), siendo Pof (S) el

conjunto de todas las implicaciones ordenadas frecuentes en S:

Pof (S) = {impofS(θ) : θ ∈ Subof(S)} (4.13)
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4.5.2 Proceso de obtención de estructuras a partir de implicacio-
nes frecuentes

Podemos obtener las estructuras WAP y WAPO identificando las implicaciones

de θ = {Ij} con las secuencias generadoras de la Estructura APO, siendo Ij cada

uno de los itemsets frecuentes de nivel uno en S conjunto finito de itemsets. El

problema es que tendrı́amos que identificar aquellas implicaciones que, a su vez,

fueran frecuentes.

El proceso completo consistirı́a en obtener previamente todas las reglas de θ y

seleccionar únicamente las frecuentes. Aquellas no frecuentes, se dividen en sub-

reglas hasta que lo sean. De entre estas reglas frecuentes, estudiaremos cuáles son

reglas primarias y una vez que se tengan las reglas frecuentes primarias de θ, éstas

serán las implicaciones frecuentes de θ en S. El último paso, consiste en identificar

cada una de estas implicaciones frecuentes con un conjunto o secuencia generadora

de la estructura buscada.

Correspondencia entre las Implicaciones Frecuentes y los Conjuntos Ge-
neradores de la Estructura WAP

Sea P f (S) = {impfS(θ) : θ ∈ Subf(S)} el conjunto de todas las implicaciones

frecuentes en S. Sea T̃ = g̃(A,B, ...) la estructura WAP generada por los conjuntos

ponderados Ã, B̃, ..., entonces:

A = impfS(θ1), B = impfS(θ2), ... eliminando redundancias,

con θj = tj, siendo tj itemset frecuente de nivel uno ∀ j = 1, 2, ...
(4.14)

Correspondencia entre las Implicaciones Ordenadas Frecuentes y las Se-
cuencias Generadoras de la Estructura WAPO

Sea Pof (S) = {impofS(θ) : θ ∈ Subf(S)} el conjunto de todas las implicacio-

nes ordenadas frecuentes en S. Sea Ẽ = g̃(A,B, ...) la estructura WAPO generada

por las secuencias ponderadas Ã, B̃, ..., entonces:

A = impofS(θ1), B = impofS(θ2), ... eliminando redundancias,

con θj = tj, siendo tj item-seq frecuente de nivel uno ∀ j = 1, 2, ...
(4.15)
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En la Tabla 4.5 se recoge la nueva notación que se ha empleado para definir el

proceso de obtención de las estructuras WAP y WAPO a través de implicaciones

frecuentes.

Notación Concepto
CMF Conjunto de Monotérminos Frecuentes

CR Conjunto de Reglas

CRO Conjunto de Reglas Ordenadas

CRF Conjunto de Reglas Frecuentes

CROF Conjunto de Reglas Ordenadas Frecuentes

S′ Subconjunto de S obtenido tras eliminar en S los itemsets frecuentes

S′′ Subconjunto de S obtenido tras eliminar en S las itemseqs frecuentes

P f (S) Conjunto de Implicaciones Frecuentes de S

Pof (S) Conjunto de Implicaciones Ordenadas Frecuentes de S

rk k-ésima regla

rok k-ésima regla ordenada

rfk k-ésima regla frecuente

rofk k-ésima regla ordenada frecuente

rpfk k-ésima regla frecuente primaria

ropfk k-ésima regla ordenada frecuente primaria

Tabla 4.5: Notación usada en la definición del proceso de obtención de las estructuras

a partir de implicaciones frecuentes

Esquema Algorı́tmico del Proceso de Obtención de las Estructuras a través
de Implicaciones Frecuentes

Σ = Alfabeto finito, k = conjunto de items, S = conjunto de itemsets, k ⊆ S ⇒
(Σ, k, S) Índice invertido completo con funciones freq(θ), loc(θ) y find(θ).

Partimos de S conjunto de itemsets:

1. Identificar los monotérminos frecuentes según soporte:

Si freq(tj) > soporte, tj ∈ k ⇒ tj es un término frecuente⇒ tj = θj

2. Almacenar monotérminos frecuentes y su frecuencia en el Conjunto de Monotérmi-

nos Frecuentes:
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Sea CMF el conjunto de monotérminos frecuentes⇒ Insertar (θj , freq(θj))

en CMF

3. Eliminar los monotérminos no frecuentes en S y almacenar resultado en S′(S′′):

a) Estructura WAP: Si tj ∈ k y tj /∈ CMF ⇒ Eliminar tj y almacenar resul-

tado en S′

b) Estructura WAPO:Si tj ∈ k y tj /∈ CMF ⇒ Eliminar tj conservando el

orden en las item-seqs resultantes y almacenar resultado en S′′

4. Identificar reglas (reglas ordenadas) maximales de θj ∈ CMF en S′(S′′):

a) Estructura WAP: Si θj ⊆ Ii; θj ∈ CMF, Ii ∈ S′ ⇒ Ii es una regla

(rk) de S′

b) Estructura WAPO: Si θj ⊆ Ii; θj ∈ CMF, Ii ∈ S′′ ⇒ Ii es una regla

ordenada (rok) de S′′

5. Almacenar reglas (reglas ordenadas) junto a su frecuencia en el Conjunto de Reglas

(CR) (Conjunto de Reglas Ordenadas (CRO)):

a) Estructura WAP: Si rk es una regla de S′⇒ Insertar (rk, freq(rk)) en CR

b) Estructura WAPO: Si rok es una regla ordenada en S′′⇒ Insertar (rok, freq(rok))

en CRO

6. Eliminar redundancias en CR(CRO):

a) Estructura WAP: Si rk = rk′ con rk, rk′ ∈ CR y k 6= k′ ⇒ Eliminar

(rk′ , freq(rk′))

b) Estructura WAPO: Si rok = rok′ con rok, rok′ ∈ CRO y k 6= k′ ⇒ Eliminar

(rok′ , freq(rok′))

7. Identificar reglas frecuentes en CR(CRO) según soporte:

a) Estructura WAP: Si freq(rk) > soporte, rk ∈ CR ⇒ rk es una regla

frecuente (rfk )

b) Estructura WAPO: Si freq(rok) > soporte, rok ∈ CRO ⇒ rok es una

regla ordenada frecuente (rofk)
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8. Almacenar las reglas frecuentes (reglas ordenadas frecuentes) junto a su frecuen-

cia en el Conjunto de Reglas Frecuentes (CRF ) (Conjunto de Reglas Ordenadas

Frecuentes (CROF )):

a) Estructura WAP: Si rfk es una regla frecuente de S⇒ Insertar (rfk , freq(r
f
k ))

en CRF

b) Estructura WAPO: Si rofk es una regla ordenada frecuente de S ⇒ Insertar

(rofk , freq(ro
f
k)) en CROF

9. Descomponer las reglas (reglas ordenadas) no frecuentes en CR/CRO en sub-

reglas (sub-reglas ordenadas):

a) Estructura WAP: Si rk ∈ CR, rk /∈ CRF y rk = Ii itemset de nivel n ⇒
Descomponer rk en n sub-reglas (sub-itemsets) de nivel n− 1: rk1, ..., rkn

b) Estructura WAPO: Si rok ∈ CRO, rok /∈ CROF y rok = Ii item-seq de

nivel n ⇒ Descomponer rok en 2 sub-reglas ordenadas (sub-item-seqs) de

nivel n− 1: rk1, rk2

10. Volver al paso 5:

a) Estructura WAP: Si freq(rk) < soporte para algún k ⇒ Ir al paso 5.

b) Estructura WAPO: Si freq(rok < soporte para algún k ⇒ Ir al paso 5.

11. Eliminar redundancias en CRF (CROF ):

a) Estructura WAP: Si rfk = rfk′ con rfk , rfk′ ∈ CRF y k 6= k′ ⇒ Eliminar

(rfk′ , freq(r
f
k′))

b) Estructura WAPO: Si rofk = rofk′ con rofk , ro
f
k′ ∈ CROF y k 6= k′ ⇒

Eliminar (rofk′ , freq(ro
f
k′))

12. Identificar reglas frecuentes primarias (reglas ordenadas frecuentes primarias):

a) Estructura WAP: Si rfk : θj → S′; rfk ∈ CRF, S′ ⊆ S, cumple con la

Definición 4.5.7⇒ rfk es una regla frecuente primaria (rpfk) de S.

b) Estructura WAPO: Si rofk : θj → S′′; rofk ∈ CROF, S
′′ ⊆ S, cumple con

la Definición 4.5.8⇒ rfk es una regla ordenada frecuente primaria (ropfk) de

S.
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13. Almacenar reglas frecuentes primarias (reglas ordenadas frecuentes primarias) junto

con su frecuencia en el Conjunto de Implicaciones Frecuentes de S (P f (S)) (Con-

junto de Implicaciones Ordenadas Frecuentes de S (Pof (S))):

a) Estructura WAP: Si rpfk es una regla frecuente primaria⇒ Insertar (rpfk ,

freq(rpfk)) en P f (S)

b) Estructura WAPO: Si ropfk es una regla ordenada frecuente primaria⇒ In-

sertar (ropfk , freq(rop
f
k)) en Pofk(S)

14. Identificar cada una de las implicaciones frecuentes en P f (S) (implicaciones or-

denadas frecuentes en Pof (S)) con un conjunto generador de la estructura WAP

(secuencia generadora de la estructura WAPO).

a) Estructura WAP: Establecer correspondencias indicadas en la Definición 4.5.9

b) Estructura WAPO: Establecer correspondencias indicadas en la Definición

4.5.10

15. Construir la estructura WAP (WAPO) a partir de sus conjuntos generadores (se-

cuencias generadoras), siendo freq(Ii) el peso de cada Ii itemset (item-seq) en la

estructura WAP (WAPO).

4.5.3 Ejemplo

En la Sección 3.5 vimos un ejemplo de obtención de las estructuras a partir del

algoritmo Apriori y su modificación para la generación de las item-seqs en la es-

tructura APO. Volvemos a usar en este ejemplo la muestra de titulares relacionados

con el empleo recogidos en la Tabla 3.1. Los conjuntos de itemsets tras la limpie-

za de datos, se mostraban en la Tabla 3.3, que transcribimos aquı́ para una mejor

comprensión (Tabla 4.6).

Lo que tratamos de hacer es volver a generar las estructuras para esta muestra

de tuplas, pero en lugar de utilizar el algoritmo Apriori, lo haremos a partir de las

implicaciones de los términos frecuentes de nivel uno, para lo que es necesario

contar con el ı́ndice invertido completo.

Primero construiremos la imagen de la función loc(θ) para los monotérminos

(ver Tabla 4.7). Y posteriormente, la imagen de la función freq(θ) (ver Tabla 4.8).
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n Itemsets
1 {faltan, funcionarios, oficina, empleo}
2 {deterioro, empleo, funcionarios}
3 {empleo, oficina, mejor, valorado}
4 {funcionarios, abarrotan, oficina, empleo}
5 {disminución, empleo}
6 {funcionarios, van, oficina, empleo}
7 {empleo, funcionarios, peligra}
8 {disminución, empleo, sueldo, 2013}
9 {trabajadores, critican, empleo, oficina}

10 {empleo, verano, disminución, paro}

Tabla 4.6: Conjunto de itemsets tras la limpieza

Con la función freq(θ) podemos saber cuándo los términos son frecuentes de-

pendiendo del soporte mı́nimo establecido. En el ejemplo de la Sección 3.5 to-

mamos un soporte del 20 % que, en este caso, se corresponde con una frecuencia

absoluta igual a dos, por lo que los términos frecuentes son los que sobrepasan

esa frecuencia y coinciden con los que tenı́amos en la Tabla 3.7. Son los términos:

{funcionarios}, {oficina}, {empleo} y {disminución}.
La obtención de los monotérminos frecuentes y su almacenamiento en el con-

junto de monotérminos frecuentes, se corresponderı́a con los pasos 1 y 2 del esque-

ma algorı́tmico presentado en la Sección 4.5.

A partir del tercer paso en dicho esquema, distinguimos en el proceso según

la estructura que queramos obtener. Empezaremos generando la estructura WAP y

posteriormente, generaremos la estructura WAPO.

(i) Obtención de la Estructura WAP
El paso 3 en la obtención de la estructura WAP consiste en eliminar los términos

no frecuentes del atributo textual y almacenar el resultado en una nueva columna

de la base de datos. En la Tabla 4.9 podemos ver cómo quedarı́an los itemsets en

la nueva columna tras la eliminación de los términos no frecuentes en la columna

original.

El objetivo ahora es calcular las implicaciones frecuentes de los itemsets fre-

cuentes de nivel uno, para lo que comenzamos calculando las reglas y viendo cuáles
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n Itemsets Originales S Itemsets Resultantes S′

1 {faltan, funcionarios, oficina, empleo} {funcionarios, oficina, empleo}
2 {deterioro, empleo, funcionarios} {empleo, funcionarios}
3 {empleo, oficina, mejor, valorado} {empleo, oficina}
4 {funcionarios, abarrotan, oficina, empleo} {funcionarios, oficina, empleo}
5 {disminución, empleo} {disminución, empleo}
6 {funcionarios, van, oficina, empleo} {funcionarios, oficina, empleo}
7 {empleo, funcionarios, peligra} {empleo, funcionarios}
8 {disminución, empleo, sueldo, 2013} {disminución, empleo}
9 {trabajadores, critican, empleo, oficina} {empleo, oficina}
10 {empleo, verano, disminución, paro} {empleo, disminución}

Tabla 4.9: Itemsets resultantes tras la eliminación de términos no frecuentes

son primarias frecuentes.
Las tareas 4 y 5 que se indican en el esquema algorı́tmico consisten en calcular

las reglas de los monotérminos frecuentes y almacenarlas en el conjunto de reglas
CR, junto con su frecuencia. En la Tabla 4.10 podemos ver lo que serı́a el resulta-
do de ejecutar estas tareas. La primera columna se añade para entender de dónde
procede cada una de las reglas.

θj k rk(θj) freq(rk(θj))

{funcionarios}
1 {funcionarios, oficina, empleo} 3

2 {empleo, funcionarios} 5

{oficina}
3 {funcionarios, oficina, empleo} 3

4 {empleo, oficina} 5

{empleo}

5 {funcionarios, oficina, empleo} 3

6 {empleo, funcionarios} 5

7 {empleo, oficina} 5

8 {disminución, empleo} 3

{disminución} 9 {disminución, empleo} 3

Tabla 4.10: Conjunto de reglas (CR) de los itemsets frecuentes de nivel uno

Eliminando las reglas repetidas (paso 6), el conjunto de reglas quedarı́a como
se muestra en la Tabla 4.11.

Como todas las reglas son frecuentes según el soporte establecido, no se tiene
que descomponer ninguna de ellas y todas son almacenadas en el conjunto de reglas
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k rk freq(rk)

1 {funcionarios, oficina, empleo} 3

2 {empleo, funcionarios} 5

3 {empleo, oficina} 5

4 {disminución, empleo} 3

Tabla 4.11: Conjunto de reglas (CR) tras la eliminación de redundancias

frecuentes (CRF ), por lo que pasarı́amos directamente al paso 12, que consiste en
identificar que reglas son primarias, es decir, cuáles no están contenidas en otra
regla.

Como vemos, r2 y r3 están contenidas en r1, por lo que r1 será regla primaria y
r2 y r3 no lo serán. En la Tabla 4.12 podemos ver lo que serı́a el conjunto de reglas
frecuentes primarias, o lo que es lo mismo, el conjunto de implicaciones frecuentes
(P f (S)) (paso 13).

k rpfk freq(rpfk) impk

1 {funcionarios, oficina, empleo} 3 imp1

2 {disminución, empleo} 3 imp2

Tabla 4.12: Conjunto de reglas frecuentes primarias o implicaciones frecuentes P f (S)

Identificar las implicaciones frecuentes a partir de las reglas primarias frecuen-
tes:

impS(x1) = imp({funcionarios}) = {funcionarios, oficina, empleo}

impS(x2) = imp({oficina}) = {funcionarios, oficina, empleo}

impS(x3) = imp({empleo}) = {funcionarios, oficina, empleo} y
{disminución, empleo}

impS(x4) = imp({disminución}) = {disminución, empleo}

Las implicaciones frecuentes serán los conjuntos generadores de la estructura
WAP, es decir, cada conjunto generador se corresponderá con una implicación del
conjunto de implicaciones frecuentes (paso 14).
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Sea T̃ una estructura WAP, con conjuntos generadores Ã y B̃:

T̃ = g̃(A,B)

Dichos conjuntos generadores se corresponden con las implicaciones encontra-

das en la Tabla 4.12:

A = imp1 y B = imp2 ⇒

T = g({funcionarios, oficina, empleo}, {disminución, empleo})

Con lo que la estructura-AP resultante tendrá cardinal 9:

T = ({funcionarios, oficina, empleo}, {disminución, empleo},
{funcionarios, oficina}, {oficina, empleo}, {funcionarios}, {oficina},
{empleo} y {disminución}

A partir de T obtenemos la estructura WAP:

T̃ = g̃([{funcionarios, oficina, empleo}, (3)], [{empleo, disminución}, (3)])

El último paso del proceso consiste en hallar la estructura WAP completa a

partir de sus conjuntos generadores. La única dificultad se encuentra en conocer

el peso de todos los itemsets que la componen. Hallar el peso de cada itemset del

retı́culo es tan fácil como hacer uso de las funciones loc(θj) y freq(θj), con θj =

Ij ∈ T .

La función find(θ) del ı́ndice invertido completo nos será útil para recuperar la

información a través de los ı́ndices invertidos mediante la consulta.

(ii) Obtención de la Estructura WAPO
Una vez que se han llevado a cabo los pasos 1 y 2 del esquema del proceso de

obtención de las estructuras a través de implicaciones y ya se tienen identificados

y almacenados los monotérminos frecuentes: {funcionarios}, {oficina}, {empleo}
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y {disminución}, el siguiente paso para la obtención de la estructura WAPO, serı́a

eliminar el resto de términos y almacenar el resultado en una nueva columna de la

base de datos, como hacı́amos para la estructura WAP. La diferencia es que ahora

importa el orden y la adyacencia de los términos en las item-seqs, por lo que la

supresión de un término en el interior de una item-seq, darı́a lugar a dos item-seqs

diferentes, ya que los términos en los extremos de cada una de ellas, no tendrı́an

por qué ser adyacentes en el texto.

En la Tabla 4.13 podemos ver la columna original de item-seqs y la nueva co-

lumna tras la eliminación de los términos no frecuentes.

n Item-seqs Originales S Item-seqs Resultantes S′′

1 {faltan, funcionarios, oficina, empleo} {funcionarios, oficina, empleo}
2 {deterioro, empleo, funcionarios} {empleo, funcionarios}
3 {empleo, oficina, mejor, valorado} {empleo, oficina}
4 {funcionarios, abarrotan, oficina, empleo} {funcionarios}, {oficina, empleo}
5 {disminución, empleo} {disminución, empleo}
6 {funcionarios, van, oficina, empleo} {funcionarios}, {oficina, empleo}
7 {empleo, funcionarios, peligra} {empleo, funcionarios}
8 {disminución, empleo, sueldo, 2013} {disminución, empleo}
9 {trabajadores, critican, empleo, oficina} {empleo, oficina}
10 {empleo, verano, disminución, paro} {empleo}, {disminución}

Tabla 4.13: Item-seqs resultantes tras la eliminación de los términos no frecuentes

A continuación se identifican las reglas ordenadas de los términos frecuentes

y se almacenan en el conjunto de reglas ordenadas (CRO) junto a su frecuencia

(pasos 4 y 5). Ver Tabla 4.14.

El conjunto de reglas ordenadas tras eliminar las repetidas (paso 6), puede verse

en la Tabla 4.15.

Los pasos 7 y 8 consisten en identificar las reglas ordenadas frecuentes y alma-

cenarlas en el conjunto de reglas ordenadas frecuentes (CROF ).

Como no todas las reglas ordenadas son frecuentes, en el paso 9 se descompo-

nen aquellas que no lo son en sub-reglas ordenadas y se estudia la frecuencia de las

sub-reglas. Hacemos esto solamente con la regla r1, que es la única que resulta no

frecuente según el soporte establecido (Tabla 4.16).
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θj k rok(θj) freq(rok(θj))

{funcionarios}
1 {funcionarios, oficina, empleo} 1

2 {empleo, funcionarios} 2

3 {funcionarios} 5

{oficina}
4 {funcionarios, oficina, empleo} 1

5 {empleo, oficina} 2

6 {oficina, empleo} 3

{empleo}

7 {funcionarios, oficina, empleo} 1

8 {empleo, funcionarios} 2

9 {empleo, oficina} 2

10 {oficina, empleo} 3

11 {disminución, empleo} 2

12 {empleo} 10

{disminución}
13 {disminución, empleo} 2

14 {disminución} 3

Tabla 4.14: Conjunto de reglas ordenadas (CRO) de las item-seqs frecuentes de nivel

uno

k rok freq(rok)

1 {funcionarios, oficina, empleo} 1

2 {empleo, funcionarios} 2

3 {funcionarios} 5

4 {empleo, oficina} 2

5 {oficina, empleo} 3

6 {disminución, empleo} 2

7 {empleo} 10

8 {disminución} 3

Tabla 4.15: Conjunto de reglas ordenadas (COR) tras la eliminación de redundancias

i ro1i freq(ro1i)

1 {funcionarios, oficina} 1

2 {oficina, empleo} 3

Tabla 4.16: Sub-reglas de ro1

Después del paso 9, volvemos al 5 (según lo indicado en el 10) para almacenar

las nuevas reglas ordenadas obtenidas de la descomposición de r1. Ahora volverı́an
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a eliminarse las redundancias en el caso de haberse producido y si alguna de las
sub-reglas es frecuente, se almacenarı́a en CROF . Las sub-reglas no frecuentes se
descomponen de nuevo. Es el caso de la regla r11 (Tabla 4.17).

j ro11j freq(ro11j)

1 {funcionarios} 5

2 {oficina} 5

Tabla 4.17: Sub-reglas de ro11

El proceso comprendido entre los pasos 5 y 10 se repite hasta que todas las
reglas sean frecuentes y ya no quede ninguna por descomponer.

El paso 11 consiste en eliminar las redundancias que se hubieran producido en
CROF , que quedarı́a como se muestra en la Tabla 4.18.

k rofk freq(rofk)

1 {oficina} 5

2 {empleo, funcionarios} 2

3 {funcionarios} 5

4 {empleo, oficina} 2

5 {oficina, empleo} 3

6 {disminución, empleo} 2

7 {empleo} 10

8 {disminución} 3

Tabla 4.18: Conjunto de reglas ordenadas frecuentes (CROF ) tras la eliminación de

redundancias

Partiendo de las reglas ordenadas frecuentes obtenidas, las siguientes tareas (12
y 13) consisten en establecer cuáles son primarias y crear el conjunto de las reglas
ordenadas frecuentes primarias o conjunto de implicaciones ordenadas frecuentes
(Pof (S)).

De todas las reglas en la Tabla 4.18, podemos ver las primarias en la Tabla 4.19.
Ya podemos identificar las implicaciones de las item-seqs frecuentes de nivel

uno:

impS(x1) = imp({funcionarios}) = {empleo, funcionarios}
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k ropfk freq(ropfk) impk

1 {empleo, funcionarios} 2 imp1

2 {empleo, oficina} 2 imp2

3 {oficina, empleo} 3 imp3

4 {disminución, empleo} 2 imp4

Tabla 4.19: Conjunto de reglas ordenadas frecuentes primarias o implicaciones orde-

nadas frecuentes Pof (S)

impS(x2) = imp({oficina}) = {empleo, oficina} y {oficina, empleo}

impS(x3) = imp({empleo}) = {empleo, funcionarios}, {empleo, oficina},
{oficina, empleo} y {disminución, empleo}

impS(x4) = imp({disminución}) = {disminución, empleo}

Las implicaciones ordenadas frecuentes serán las secuencias generadoras de la

estructura WAPO. Podemos buscar la correspondencia directamente en el conjunto

de reglas ordenadas frecuentes primarias del Tabla 4.19. Como vemos, la estructu-

ra WAPO tendrá cuatro secuencias generadoras correspondientes a cada una de las

reglas frecuentes primarias (paso 14).

Con lo que Ẽ = g̃(A,B,C,D)

Dichas secuencias generadoras se corresponden con las implicaciones ordena-

das encontradas en la Tabla 4.19:

A = imp1, B = imp2, C = imp3 y D = imp4 ⇒

E = g({empleo, funcionarios}, {empleo, oficina}, {oficina, empleo} y

{disminución, empleo})

La estructura APO resultante tendrá cardinal 8:
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E = ({empleo, funcionarios}, {empleo, oficina}, {oficina, empleo},
{disminución, empleo}, {funcionarios}, {oficina}, {empleo} y {disminu−
ción}

A partir de E se obtiene la estructura WAPO:

Ẽ = g([{empleo, funcionarios}, (2)], [{empleo, oficina}, (2)], [{oficina,
empleo}, (2)]y[{disminución, empleo}, (3)])

En el último paso, para hallar el peso del resto de item-seqs de la estructura

WAPO, harı́amos uso de las funciones loc(θj) y freq(θj), con θj = Ij ∈ E.

Comprobamos, que tanto la estructura WAP como la WAPO, halladas a través

de este método, coinciden con las obtenidas en la Sección 3.5 (ver Tabla 3.16).

4.6 Resumen y Conclusiones
En las Secciones 4.1 y 4.2 se recoge una revisión sobre los algoritmos más

usados para la generación de itemsets o secuencias frecuentes, algunos de los cuales

utilizan ı́ndices invertidos o listas invertidas con la intención de recortar el tiempo

de procesamiento, como son AprioriTid, AprioriHybrid [Agr94] o SPADE [Zak01]

y la mayorı́a de ellos emplean la propiedad Apriori.

En Hipp et al. [Hip00] se realiza una comparación de varios de los algoritmos

en cuanto a rendimiento para la obtención de itemsets frecuentes, comprobándose

que todos tienen un comportamiento similar con respecto al tiempo de ejecución,

ya que unos emplean más tiempo en unas tareas y otros en otras. Por ejemplo, Eclat

[Zak97] y el algoritmo de Partición [Sav95], emplean la mayor parte del tiempo en

determinar el soporte de los itemsets candidatos de nivel inferior a cuatro, mientras

que el algoritmo Apriori encuentra la mayor dificultad en el cálculo del soporte de

los itemsets de nivel cuatro o superior.

Como nuestro objetivo es obtener la estructura de dominio de los atributos tex-

tuales de las bases de datos y éstos están compuestos por entradas de texto corto,

muy raramente vamos a encontrar secuencias de nivel cuatro o superior, por lo que
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nos parece la mejor opción aplicar el algoritmo Apriori, que es el más conocido por
su simpleza y facilidad de implementación.

Aparte del Apriori, en este capı́tulo se ha propuesto un método alternativo para
la generación de las estructuras, que consiste en identificar los conjuntos o secuen-
cias generadoras con las implicaciones de los itemsets frecuentes de nivel uno, pe-
ro deberá ocurrir que estas implicaciones también sean frecuentes, si no habrá que
descomponerlas hasta encontrar el nivel en que lo sean.

El mayor inconveniente de este método es que cuando se encuentran muchos
itemsets o item-seqs maximales no frecuentes, se pierde mucho tiempo en la des-
composición de éstos hasta encontrar el nivel en que son frecuentes, pudiendo ha-
llar ası́ las implicaciones frecuentes, lo que lo convierte en un método más apropia-
do en un texto en el que se encuentran muchas secuencias de gran tamaño repetidas,
garantizando en cierto modo que la mayor parte de los conjuntos de términos ma-
ximales encontrados van a ser frecuentes.

Por esta razón, este método funcionará mejor que el Apriori sólo en algunos
casos, dependiendo de las caracterı́sticas del texto en que se aplique.
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CAPÍTULO

5
Del Atributo Textual a la Tag

Cloud

En este capı́tulo presentamos una metodologı́a para el procesamiento de los

textos cortos no estructurados que aparecen en los campos textuales de las bases de

datos, con el fin de obtener cierta semántica de éstos y ser capaces de representar

su contenido.

Principalmente, se pretende obtener el dominio de un atributo cualquiera de

la base de datos, extrayendo la información relevante del texto con la ayuda de

técnicas de minerı́a de datos y texto y representarla a través de alguna de las formas

intermedias, provistas de estructura, vistas en el Capı́tulo 3.

Posteriormente, visualizaremos la forma intermedia generada, para permitir que

se identifique el contenido del atributo de forma visual y posibilitar que ésta pueda

usarse como asistente que ayude en la consulta y la exploración.

En nuestro caso particular, emplearemos una tag cloud multitérmino como for-

ma de visualización, por todas las ventajas que se expusieron sobre ésta en el

Capı́tulo 2.

En la Sección 5.1 se plantea una metodologı́a general, estructurada en etapas

secuenciales, para la representación semántica de textos no estructurados. En la
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Sección 5.2 se desarrollan las etapas de preprocesamiento, indicando las herra-
mientas que pueden usarse en cada una de ellas. En la Sección 5.3 se detalla la de
generación de formas intermedias y la de postprocesamiento. En la Sección 5.4 se
expone la de visualización. En la Sección 5.5 se concretan las herramientas utiliza-
das por nosotros en la aplicación de la metodologı́a.

Se termina con un resumen y la exposición de algunas conclusiones en la Sec-
ción 5.6.

5.1 Metodologı́a para la Representación Semántica de
Textos no Estructurados

Vamos a proponer una metodologı́a de carácter general que requiere la aplica-
ción de una amplia variedad de herramientas, las cuales son bien conocidas y nos
permitirán obtener información relevante sobre los campos textuales.

Esta metodologı́a consta de las siguientes etapas:

Preprocesamiento Sintáctico: Lo primero que hacemos es una limpieza ba-
sada en la tokenización 1 de los términos textuales, con la consiguiente eli-
minación de signos gramaticales y de puntuación y, en caso de considerarse
necesario, la lematización 2. Es en esta etapa donde se realiza la eliminación
de palabras vacı́as.

Preprocesamiento Semántico: Después de realizar el preprocesamiento sin-
táctico, se lleva a cabo la detección de términos sinónimos y se sustituyen
todos ellos por un único término. El proceso consiste en agruparlos en con-
juntos y seleccionar un término de cada uno de estos conjuntos que será con-
siderado el representante canónico de todos los demás, sustituyéndolos en el
texto a procesar.

La detección de sinónimos se lleva a cabo en los siguientes cuatro pasos:
1La tokenización es el proceso de descomposición de una cadena de texto en palabras, frases,

sı́mbolos u otros elementos significativos llamados “tokens”
2La lematización es el proceso lingüı́stico que consiste en, dada una forma flexionada (plural,

femenino, conjugación, etc.), hallar el lema correspondiente. El lema es la forma que por convenio
se acepta como representante de todas las formas flexionadas de una misma palabra
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1. Etiquetado de categorı́a gramatical (Part Of Speech Tagging): Pri-
mero se etiqueta el término con la categorı́a gramatical que desempeña
en la sentencia de la que se ha extraı́do.

2. Desambiguación (Word Sense Disambiguation): Una vez que se co-
noce la categorı́a gramatical, se determina el significado del término en
cuestión, lo que es imprescindible para poder determinar sus sinónimos.

3. Generación de conjuntos de sinónimos: Posteriormente se agrupan
los términos en base a su significado en los denominados conjuntos de
sinónimos. Para esta tarea se puede hacer uso de diccionarios electróni-
cos.

4. Selección del representante canónico de los conjuntos de sinónimos:
Por último, se determina un término del conjunto de sinónimos que ejer-
za como representante canónico de éste y sustituya a todos los demás
en el texto y que, por tanto, los represente.

Generación de la Forma de Representación Intermedia: Una vez conclui-
do el preprocesamiento del texto, los datos ya están limpios para generar, a
partir de ellos, alguna de las formas intermedias de representación vistas en
el Capı́tulo 3, las cuales continúan aportando semántica al permitir que los
términos relacionados puedan permanecer unidos. Al finalizar esta etapa, se
habrá conseguido dotar de estructura al texto no estructurado y será mucho
más fácil trabajar con los atributos textuales, recuperar la información que
contienen y realizar búsquedas semánticas satisfactorias.

Visualización: Finalmente, se visualiza la forma o formas intermedias obte-
nidas, que actúan como dominio del texto procesado, lo que permite identifi-
car el contenido de la información. Además de esto, la visualización funciona
como una interfaz gráfica que facilita la consulta a través de cada uno de los
términos representados.

En la Figura 5.1 se resume este proceso de forma gráfica. Podemos ver las dis-
tintas etapas de la metodologı́a desde que se tiene el texto no estructurado hasta que
se genera la tag cloud de salida. Las herramientas externas utilizadas son diversas
y se comentan para cada caso particular.
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Figura 5.1: Proceso general para la representación semántica de textos no estructura-

dos

5.2 Preprocesamiento de los Datos
En este apartado se describen con mayor detalle las etapas de preprocesamien-

to sintáctico y semántico. También se referencian posibles herramientas externas

a utilizar. En la Sección 5.5 se comentan las usadas por nosotros, que han sido

desarrolladas de forma colaborativa en nuestro grupo de investigación.

5.2.1 Preprocesamiento Sintáctico

Mediante este proceso, se eliminan elementos sintácticos que no aportan in-

formación, ası́ como signos de puntuación que complican el procesamiento au-

tomático del texto. La herramienta que se utiliza es una que aplica filtros para la

tokenización y la eliminación de palabras vacı́as (stop-words).

En nuestro caso, es mejor no aplicar ningún filtro de lematización o emplear

solamente “S-stemmer”, que lo único que hace es convertir las formas plurales a

singulares , ya que el diccionario externo empleado, podrı́a no reconocer las formas

lematizadas, con lo que se complicarı́a enormemente la etapa siguiente de prepro-

cesamiento semántico. Además, el empleo de estas formas dificultarı́a la identifi-

cación del contenido cuando se representen en la tag cloud. Para ver algunos filtros

de lematización, consultar [Por80].

.
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Son muchas las herramientas existentes para realizar preprocesamiento sintácti-

co de datos textuales. La usada por nosotros se describe en la Sección 5.5.

Tras realizar el preprocesamiento sintáctico, los datos ya estarı́an preparados

para ser procesados. Sin embargo, en nuestro caso, el siguiente paso consistirı́a en

la generación de las formas intermedias de representación y para su generación las

técnicas utilizadas se basan en la detección de itemsets o item-seqs frecuentes, las

cuales se componen de conjuntos de términos. Como sabemos, un mismo concepto

puede estar expresado por varios términos distintos, lo que podrı́a dar lugar a que,

un término que es en realidad relevante, no fuera frecuente debido a la amplia gama

de expresiones sintácticas en las que viene dado, por lo que se quedarı́a fuera de la

estructura de representación. También podrı́a darse el caso contrario, en el varios

significados vienen representados por un término genérico, que serı́a frecuente en

el texto y por lo tanto aparecerı́a en la forma intermedia de representación, pero

que en realidad no serı́a relevante.

Para evitar que se produzcan estas situaciones, se realiza un preprocesamiento

semántico a continuación del sintáctico.

5.2.2 Preprocesamiento Semántico

Lo que se pretende en esta fase es homogeneizar la representación sintáctica

de los conceptos presentes en el texto, para ello se sustituyen todas las palabras

sinónimas por una única forma que se conoce como “representante canónico del

conjunto de sinónimos”.

Para esta tarea, nos servimos de diccionarios externos y bases de conocimiento

existentes. Podrı́a pensarse en crear un diccionario propio de términos sinónimos,

pero debido a la extensión de los dominios tratados y a la generalidad de los mis-

mos, esta opción no es abordable.

A continuación se explica, de forma general, el proceso mediante el cual se

preparan los datos de forma semántica. Empezaremos definiendo los conjuntos de

sinónimos y el concepto de representante canónico de dichos conjuntos.

Definición 5.2.1. Conjunto de Sinónimos
Sea T = {T1, . . . , Tn} un conjunto de textos. Un texto Ti ∈ T estará compuesto
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por uno o más términos tj, j = 1, . . . ,m. Cada término tj tiene asociado uno o

más significados sk, k = 1, . . . , p, dependiendo de los contextos en que se pue-

da emplear el término, entonces, un término tj cuyo contexto está determinado,

sólo podrá tener un único significado desambiguado mk. A su vez, un significado

desambiguado mk puede ser el significado de uno o más términos tj .

⇒ Llamamos conjunto de sinónimos Sk a todos aquellos términos tj cuyo sig-

nificado desambiguado sea mk.

Definición 5.2.2. Representante Canónico de un Conjunto de Sinónimos
Para todo conjunto de sinónimos Sk existe un término tj ∈ Sk que recibe el nombre

de representante canónico de Sk, que es único y se denota como rk.

Todo término tj perteneciente al conjunto de sinónimos Sk, puede ser sustituido

por el representante canónico del conjunto rk, sin que cambie la semántica del

texto original.

Dicho de otra forma, rk será el representante canónico de un conjunto de

sinónimos Sk si:

∀tj ∈ Sk,∃rk|tj = rk (5.1)

Para obtener los términos sinónimos de uno dado, debe conocerse el significado
de todos los implicados, lo que es una tarea compleja que, a su vez, conlleva la
realización de otras tareas también complejas. Para determinar este significado,
primero es necesario conocer la categorı́a gramatical de la palabra y el contexto en
el que se usa, ya que términos con la misma forma sintáctica tienen significados
diferentes dependiendo de esto.

Sólo una vez conocido el significado concreto de una palabra, podrán determi-
narse sus sinónimos.

A continuación vemos en qué consiste el proceso de determinar la categorı́a
gramatical.

Etiquetado de Categorı́a Gramatical
Lo que se hace mediante este proceso es añadir a cada palabra del texto una

etiqueta, la cual expresa su categorı́a gramatical dentro de la frase en la que está in-
cluida. Ejemplos: sustantivo, adverbio, adjetivo, verbo, pronombre, etc.
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La categorı́a gramatical de un término puede determinarse en función de su

definición (ya que hay palabras que sólo pueden funcionar en una categorı́a) o en

función del contexto en el que se encuentra. En esta última situación, el proceso de

etiquetado es bastante complejo.

Tomemos por ejemplo la palabra “pienso” que, dependiendo del contexto ac-

tuará como nombre o como verbo: “los animales comen pienso (nombre)” o “pien-

so (verbo) en los animales”.

Encontramos numerosas aproximaciones en la literatura para tratar con este

problema, las cuales pueden dividirse en lingüı́sticas y basadas en corpus, aunque

también existen hı́bridas que optimizan los resultados.

Aproximaciones Lingüı́sticas: Los expertos lingüistas intervienen en éstas,

creando conjuntos de reglas que ayudan a determinar la categorı́a gramatical

de cada término según unos modelos establecidos.

Aproximaciones Basadas en Corpus: Éstas pueden realizarse de forma au-

tomática, con supervisión humana o sin ella. Están basadas en técnicas de

aprendizaje sobre los datos. Cuando existe supervisión, a partir de un corpus

ya etiquetado, se construye un clasificador que asigna las etiquetas a las nue-

vas palabras que se introducen. Cuando no existe supervisión, se etiqueta el

texto en base a estadı́sticas y se aprende a partir de un corpus no etiquetado

previamente.

Los etiquetadores más utilizados hasta el momento son los de tipo estadı́sti-

co, que pertenecen al grupo de aproximaciones basadas en corpus sin supervisión.

Algunos de los que ofrecen mejores resultados son:

TnT [Bra00]: Su uso está muy extendido. El nombre procede de la forma

breve de “Trigrams “n” Tags“. Fue desarrollado en la Universidad de Saar-

landes, Alemania. Se basa en modelos ocultos de Markov y es muy eficiente,

es capaz de trabajar con palabras desconocidas y ofrece la posibilidad de

entrenarlo para diferentes lenguajes y para cualquier conjunto de etiquetas

mediante un corpus anotado.
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TreeTagger [Sch99] : Se desarrolló en el Instituto de Lingüı́stica Compu-

tacional de la Universidad de Stuttgart, Alemania. Al igual que TnT, se basa

se basa en modelos ocultos de Markov. TreeTagger es capaz de etiquetar tex-

tos en seis idiomas (español, inglés, francés, alemán, italiano y griego), aun-

que puede adaptarse a otros lenguajes si se dispone de un lexicon y un corpus

anotado. Etiqueta los textos con información de la categorı́a gramatical y del

lema del término correspondiente.

Stanford Tagger [Tou03]: Actualmente, es el que mayor precisión obtiene

para el idioma inglés. Se desarrolló en la Universidad de Stanford, California.

SVMTool [Gim04]: Es de código abierto que emplea ”Support Vector Ma-

chines (SVM)” para clasificación. Se desarrolló en la Universidad Politécnica

de Cataluña, España.

Una vez determinada la categorı́a gramatical de un término se procede a su

desambiguación, lo que permite encontrar el sentido concreto de éste tras haber

eliminado todos los pertenecientes a otras categorı́as gramaticales.

Desambiguación
Este proceso es fundamental dentro del preprocesamiento semántico. De él de-

pende que se haga una buena identificación del sentido de las palabras y que se elija

el conjunto de sinónimos adecuado para cada una de ellas.

El algoritmo más simple de desambiguación es el del sentido más frecuente.

Consiste en tomar como sentido de una palabra el que posee con mayor frecuen-

cia una vez conocida su categorı́a gramatical. Para hacer esto existen diccionarios

electrónicos sobre el uso de las palabras según su sentido, los cuales normalmente

muestran los sentidos ordenados según la frecuencia con que se usan, con lo que se

tomarı́a el primero presentado.

Este algoritmo es simple y no es lo bastante bueno para alcanzar resultados am-

biciosos, por lo que suele usarse en evaluaciones de algoritmos de desambiguación,

para compararlo con otros.

A continuación, se describen algunos algoritmos de desambiguación más acor-

des a nuestras necesidades:
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Algoritmo de Lesk [Les86]. Es un algoritmo básico en desambiguación ba-

sada en conocimiento y uno de los primeros desarrollados para desambigua-

ción semántica de todas las palabras en un texto sin restricciones. Se sirve de

un conjunto de entradas de diccionario (una por cada posible sentido de la pa-

labra) y del conocimiento sobre el contexto inmediato en el que se realiza la

desambiguación. La idea principal es desambiguar las palabras encontrando

el solapamiento entre las definiciones de sus distintos sentidos.

Los algoritmos basados en corpus actuales nacen a partir de éste, ya que todos

trabajan, de una u otra forma, con el solapamiento medido entre el contexto

de un término ambiguo y los contextos especı́ficos correspondientes a varios

significados de esa palabra, aprendidos de anotaciones anteriores.

Este algoritmo no es apto para desambiguar más de dos palabras, ya que esto

ocasionarı́a múltiples combinaciones.

Muchas variantes han buscado soluciones a este problema, como la de “en-

friamiento simulado”, que intenta reducir el número de combinaciones con

métodos de optimización, o el “algoritmo simplificado de Lesk”.

Algoritmo Simplificado de Lesk [Vas04]. Es una variación simplificada del

algoritmo de Lesk. En esta versión se realiza un proceso de desambiguación

distinto por cada palabra del texto de entrada. El significado correcto se de-

termina de forma individual, encontrando el sentido que produce un mayor

solapamiento entre su definición en el diccionario y el contexto actual. Es de-

cir, la idea de este algoritmo es buscar el sentido que contenga más palabras

del contexto en el que se encuentra aquella a desambiguar, en lugar de inten-

tar encontrar el sentido a todas las palabras del texto de forma simultánea.

Algoritmo Adaptado de Lesk [Ban02]. Es otra variante del algoritmo de

Lesk. En ésta se emplean, además de las definiciones de las propias palabras,

otras relacionadas para determinar el contexto de éstas y en función del mis-

mo, su sentido más probable. Esto es lo que le diferencia del algoritmo de

Lesk original, que únicamente tiene en cuenta la definición de las palabras,

pero no la de palabras relacionadas.
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Por ejemplo, para el caso concreto de WordNet, el algoritmo tiene en cuen-

ta su jerarquı́a para construir un contexto más amplio para un significado

de una palabra. Esta jerarquı́a define hiperónimos, hipónimos, holonimos,

merónimos, tropónimos, relaciones de atributos y sus definiciones asociadas.

Ası́, se extiende el contexto del diccionario con las definiciones de conceptos

semánticamente relacionados.

Tras haber determinado la categorı́a gramatical de los términos del texto y rea-

lizado su desambiguación, se asocian las palabras a los conjuntos de sinónimos Sk
que correspondan, según el sentido que se les ha asignado. Y una vez que se tienen

todas las palabras asociadas a un conjunto de sinónimos, se elije el representante

canónico de este conjunto rk, el cual sustituirá en el texto a todas las palabras con-

tenidas en Sk

Selección del Representante Canónico
Tras obtener la serie de conjuntos de sinónimos Sk, k = 1, . . . , n, cada palabra

o término tj estará asociado a un único Sk. Semánticamente, todos los términos

asociados a un mismo conjunto de sinónimos son equivalentes, por lo que se podı́a

tomar cualquiera de ellos aleatoriamente como representante canónico. Sin embar-

go, nos parece más acertado realizar la sustitución por el que aparece con mayor

frecuencia dentro del texto original, ya que de esta forma se conserva la legibilidad

y cohesión contextual.

El procedimiento es el siguiente:

1. Se calcula el número de veces que los términos asociados a cada conjunto Sk
aparecen en el texto de origen, considerando que una misma forma sintáctica

con diferente categorı́a gramatical pertenecerá a otro conjunto Sk.

2. Una vez conocida la frecuencia de cada término tj , se selecciona aquel que

aparece en el texto mayor número de veces y se designa como representante

canónico rk.

3. Por último, se sustituyen todos los términos sinónimos (tj ∈ Sk) por el re-

presentante canónico rk del conjunto Sk.
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5.3 Generación de las Formas Intermedias

Una vez finalizado todo el preprocesamiento de los textos, la siguiente eta-

pa consiste en generar la forma intermedia de representación. Ésta debe contener

información acerca de los términos más relevantes del texto y de sus relaciones.

Nosotros utilizamos como formas intermedias las estructuras WAP y WAPO plan-

teadas en el Capı́tulo 3.

Los principales pasos realizados en esta tarea son:

1. Obtener un diccionario de datos consistente en una lista de términos de la

columna textual a representar.

2. Transformar los datos en una base de datos transaccional, donde los atributos

se componen por los diferentes términos del diccionario de datos. Cada tupla

se corresponde con una entrada en la tabla original.

3. Obtener los itemsets o item-seqs frecuentes a partir el algoritmo Apriori

[Agr94] y su modificación (Sección 4.3), aunque puede hacerse a partir de

otros métodos como vimos en el Capı́tulo 4. Para esta tarea será necesa-

rio establecer un soporte mı́nimo, cuyas variaciones afectarán al número de

itemsets o item-seqs en la estructura final. La única forma de determinar este

soporte es empı́ricamente, según el número de términos frecuentes que se

quiera tener representados en la tag cloud.

4. Construir dos estructuras bien diferenciadas:

Una de dominio que describe el atributo almacenado en la columna

de la base de datos que contiene los textos procesados. (En la Sección

3.5 se vio un ejemplo de cómo se obtenı́a esta estructura, la WAP y la

WAPO, concretamente pueden verse las estructuras que se hallaron en

la Tabla 3.16)

Otra por cada tupla de la relación original. Ésta es la subestructura indu-

cida por los términos textuales en la estructura de dominio y representa

al texto corto de la tupla en cuestión. (Como ejemplo puede verse la
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Tabla 3.17 que presenta la estructura de cada tupla del ejemplo de la

Sección 3.5).

El principal inconveniente en la generación de las formas intermedias es que

hay palabras vacı́as de contenido que se usan frecuentemente como nexos en las

frases y se identifican como términos relevantes cuando en realidad son todo lo

contrario. Este inconveniente es menor en la estructura WAPO, donde todos los

términos presentes en las item-seqs son estrictamente adyacentes en el texto, lo que

evita en parte la aparición en la representación de nexos indeseados.

5.4 Postprocesamiento y Visualización
Determinada la forma de representación intermedia a utilizar y expresado el

conjunto de textos en dicha forma, se procede a la visualización de la estructura.

Nosotros hemos elegido para ésta una tag cloud multitérmino, ya que presenta

numerosas ventajas como se vio en la Sección 2.1.

Los términos más apropiados para representar en la tag cloud son los nom-

bres. Los verbos y adverbios no son útiles en la visualización, ya que aportan poca

descripción del contenido. Los adjetivos aislados también se consideran palabras

superfluas, pero aportan mucha información cuando van acompañando al nombre.

Teniendo esto en cuenta y conociendo la categorı́a gramatical de cada término gra-

cias al etiquetado, optamos por eliminar los verbos y adverbios y establecer unas

reglas para determinar cuándo un conjunto de términos es apto para aparecer en la

tag cloud atendiendo a su categorı́a gramatical.

Un itemset o item-seq será aceptado para su visualización dentro de la tag cloud

si cumple con alguna de las siguientes condiciones (para el idioma inglés):

Los términos individuales se consideran candidatos a ser una etiqueta en la

tag cloud si son nombres [N].

Los conjuntos de dos términos se consideran candidatos a etiqueta en la tag

cloud si son nombres precedidos de un adjetivo [AN] o son nombres com-

puestos [NN]
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Serán conjuntos de términos candidatos a etiquetas en la tag cloud aquellos

compuestos por una combinación válida en los niveles previos precedida por

un adjetivo o seguida por un nombre. Como ejemplo, combinaciones válidas

de nivel tres serán [AAN], [ANN] y [NNN].

Todos los conjuntos de términos frecuentes que se obtengan que no cumplan

ninguna de estas reglas, serán desechados. El resto se usará para generar la tag

cloud.

De esta forma se evita, entre otras cosas, que en la visualización aparezcan

palabras frecuentes poco relevantes (como comentábamos en la Sección 5.3) que

normalmente hacen de conexión entre frases, palabras tales como verbos conjuga-

dos o adverbios.

Para el español las condiciones serán las mismas, pero considerando que el

adjetivo puede ir tanto delante del nombre, como detrás. Éste y otros aspectos del

postprocesamiento se ven mejor en los experimentos del Capı́tulo 6.

En el caso de que en la tag cloud aparezcan demasiados términos, lo que afec-

tarı́a a su identificación, se puede optar por representar únicamente los conjuntos

maximales (como hacı́an Kaptein y Marx [Kap10]), que serán en definitiva los que

resumen el contenido de la estructura, evitando también ası́ algunas redundancias

y solapamiento semántico. De esta forma, es posible disminuir el soporte para que

aparezcan nuevos términos relevantes, sin que el diseño aparezca demasiado aglo-

merado.

También los aspectos concernientes a la visualización se ven mejor en los ex-

perimentos del Capı́tulo 6.

La tag cloud construida se usa, además de para representar el contenido de un

atributo textual almacenado en una columna de una tabla de la base de datos, para

generar consultas sobre él.

En la Figura 5.2 podemos ver la arquitectura general del sistema y los distintos

módulos que la componen y que hemos ido explicando en este capı́tulo.
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Figura 5.2: Arquitectura del sistema
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5.5 Herramientas Utilizadas
En esta sección se detallan las herramientas utilizadas por nosotros, las cuales

se han desarrollado dentro de los proyectos P07-TIC-02786 1 y P10-TIC-6109 2.

5.5.1 Herramientas para el Preprocesamiento Sintáctico

Para realizar un proceso de limpieza selectiva sobre un conjunto de datos utili-
zaremos la siguiente herramienta genérica de filtrado.

Herramienta de Filtrado de Datos
“DB2DS” es el nombre que se le dio a esta herramienta, la cual está realizada en

Java usando JDBC (Java DataBase Conectivity), para poder adaptarla a la mayor
cantidad posible de SGBDs (Sistemas Gestores de Bases de Datos). Además com-
bina rutinas implementadas en la base de datos en lenguaje PL/SQL (Procedural
Language/Structured Query Language).

Un usuario cualquiera, sin conocimiento previo sobre el funcionamiento de esta
herramienta, podrá construir conjuntos de datos a partir de un esquema de base
de datos con la ayuda de esta herramienta, que cuenta para ello con una interfaz
sencilla e intuitiva.

Además, ofrece la posibilidad de realizar un procesamiento completo o de lla-
mar a otros métodos nativos que ejecuten el procesamiento de forma interna en la
base de datos.

Se comienza estableciendo una conexión con la base de datos, para ello se intro-
ducen los datos de conexión, que pueden memorizarse de tal forma que la conexión
sea persistente y nos ahorremos tener que volver a introducirlos en ocasiones suce-
sivas. Ası́, la conexión a través de unos datos ya establecidos con anterioridad, se
realizará de forma automática y sólo nos preguntará la contraseña si no la hemos
guardado previamente.

1Un sistema para la movilización del conocimiento contenido en una base de datos poco estruc-
turada. Aplicación a los textos de una base de historias clı́nicas.

2Nuevas representaciones estructuradas de textos para data warehousing y minerı́a de datos: re-
presentaciones visuales de tipo tag clouds usando folksonomı́as. Aplicación a la información médi-
ca.
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Podrán guardarse tantas configuraciones de conexiones distintas como se desee,
pero solamente una de ellas podrá mantenerse activa. Las conexiones persistentes
podrán modificarse o borrarse.

La datos de configuración de las estas conexiones se almacenan en XML (Ex-

tensible Markup Language), para poder importarlos y exportarlos con facilidad.
Cuando la conexión con la base de datos se ha establecido, ya se puede comen-

zar a seleccionar datos. Existen dos tipos de mecanismos de selección:

Horizontales. Permiten seleccionar tuplas a lo largo de todo el esquema bajo
una condición impuesta por el usuario sobre uno o más campos.

Verticales. Permiten realizar proyecciones sobre el conjunto de datos y se-
leccionar aquellas tablas y campos que contengan los datos buscados. Pueden
introducirse textualmente condiciones complejas.

Seleccionados los datos, se identifican las operaciones de filtrado a realizar.
Para esta tarea es necesario indicar los procesos de filtrado que desean efectuarse
sobre los campos que se vayan a procesar y el orden en que deben ejecutarse. Po-
demos indicar estos procesos de forma independiente para cada uno de los campos
o podemos definir un mismo tipo de filtrado sobre un grupo de campos.

Finalmente, una vez realizado el filtrado del texto, se obtiene un conjunto de
Metadatos, los que permitirán la generación de conjuntos de datos, relacionales o
transaccionales, conocidos como “datasets”.

Para poder conocer el procesamiento que ha dado lugar a los datos actuales,
todas las operaciones realizadas sobre éstos en cada etapa, se recogen en un fichero
de configuración XML, que a su vez puede ser utilizado para repetir el proceso
sobre otro conjunto de datos distinto que comparta el mismo esquema de base de
datos.

Para realizar todo el proceso de forma guiada, la herramienta dispone de un
asistente de generación de conjuntos de datos que ejecuta cada uno de los pasos en
el siguiente orden:

1. Conexión con la base de datos

2. Selección de tablas
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3. Aplicación de condiciones en selección horizontal de atributos

4. Aplicación de condiciones en selección vertical de atributos

5. Selección del tipo de filtrado a realizar sobre cada uno de los campos. En
caso de seleccionar más de un filtrado, se indicará el orden en que deben
realizarse. Tipos de filtrado:

Tokenización.

Aplicación de Diccionarios.

Eliminación de Stop Words.

Lematización (Stemming).

Ordenación alfabética.

Otros.

6. Inclusión de filtrado a nivel de registros para eliminar tuplas repetidas

7. Discretización de campos numéricos y selección de las representaciones in-
termedias a generar

8. Generación de Metadatos

9. Creación de tablas relacionales

10. Creación de tablas transaccionales

El paso 3 se realiza antes que el paso 4 por si se quieren establecer condicio-
nes sobre atributos que no se van a incluir en el conjunto de datos resultante.

Veamos cada una de las etapas de forma detallada:

Gráficamente, partiendo de un esquema de bases de datos, se define una consul-
ta que realiza una selección horizontal y vertical, mediante la secuencia de menús
“Tablas→ Vistas→ Creación de una consulta”.

Para la selección horizontal, existen mecanismos que realizan reunión entre
tablas y aplican condiciones de selección según un atributo.
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Para la selección vertical, se cuenta con una serie de checkboxes que nos ayudan

a seleccionar la columna que queremos incluir en la base de datos.

Cuando la selección se ha completado, se define una nueva vista por la genera-

ción de la consulta SQL que se ha llevado a cabo.

A continuación se aplican las técnicas de filtrado, para ello distinguiremos entre

campos de texto y campos numéricos.

Campos de Texto

Tras haber obtenido la vista, se puede aplicar un filtrado para uno o más

campos textuales. Este filtrado se aplica mediante la secuencia de menús

“Vistas→ Metadatos→ Aplicación de filtros y discretización”.

El orden de aplicación de filtros afecta a los resultados, por lo que éstos serán

los siguientes y se aplicarán en el siguiente orden:

1. Tokenización

2. S-Stemmer en inglés

3. Porter Stemming en inglés

4. S-Stemmer en español

5. Porter Stemming en español

6. Eliminación de Stop Words en inglés

7. Eliminación de Stop Words en español

Como vemos, estos filtros combinan los idiomas inglés y español.

La lematización empleada (S-Stemmer) es muy sencilla, consiste únicamente

en convertir las formas plurales en singulares.

Los Metadatos son los textos filtrados que se almacenan junto al resto de

datos en la estructura del catálogo.

Como sabemos, un término puede componerse por una o más palabras (por

ejemplo “Inteligencia Artificial” o “Red Social“), sin embargo a la hora de

procesar los campos textuales, por defecto se considera que cada palabra
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representa un término. Para procesar el conjunto de términos de más de una

palabra, se usa un diccionario.

Los diccionarios recogen los distintos términos complejos de más de una pa-

labra y permiten su preservación en el procesamiento de datos. Los usuarios

pueden añadir, modificar o borrar términos del diccionario. Para facilitar el

proceso de generación de éstos, es posible crearlos a partir de otros ya defi-

nidos o incluir nuevos términos provenientes de diferentes diccionarios.

El diccionario utilizado puede ser general para toda la base de datos, especı́fi-

co para cada usuario o incluso un diccionario concreto por columna.

Campos numéricos

Existen dos formas principales de discretizar los campos numéricos:

• Semiautomáticamente: Se crean intervalos semiautomáticos, equidis-

tantes o equiprobables. El parámetro que se pide es el número de inter-

valos a crear

• Manualmente: Puede definirse la discretización a aplicar mediante la

interfaz gráfica

Los valores numéricos discretizados también se almacenan en forma de Me-

tadatos, de modo que a partir de ellos pueden generarse los conjuntos de

datos necesarios.

Una vez generados los metadatos en los procesos de filtrado de texto y dis-

cretización de datos numéricos, éstos se almacenan en unas tablas del sistema,

con el objetivo de construir los datasets, que podrán ser tanto relacionales como

transaccionales (“Metadatos→ Dataset Relacional/Transaccional”). Éstos podrán

exportarse a un fichero de texto o ser visualizados en forma de tabla en la base de

datos.

Las caracterı́sticas de los datasets que se generen, variarán en función del uso

que se vaya a hacer de ellos. En el caso de los campos textuales, se puede optar por

reagrupar los textos o mantenerlos como términos individuales.
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Los datasets generados serán utilizados por otras herramientas para realizar
procesos de minerı́a de datos y texto sobre ellos.

Para ver los aspectos generales del diseño, la implementación de la herramienta
y más información sobre las transformaciones de datos y el filtrado de textos, con-
sultar [Cn11].

5.5.2 Herramientas para el Preprocesamiento Semántico

La herramienta utilizada en esta etapa del procesamiento se denomina “Seman-

ticPreprocessor“. Se trata de un único programa Java que realiza todas las etapas
del preprocesamiento semántico. Aún ası́, para alguna de éstas, es preciso el uso de
herramientas externas.

Se parte de una columna de la base de datos, se lee el texto, se procesa y una
vez procesado, se almacena en una nueva columna de la tabla.

El programa trabaja a partir de un fichero de configuración donde se indica
la conexión con la base de datos, la columna que contiene el texto a procesar, la
tabla en la que se encuentra la columna y el nombre de la nueva columna en la
que se escribirán los datos procesados. Este fichero también puede contener datos
para indicar las herramientas externas que se usarán. En este caso, usaremos la
herramienta ”WordNet“, en su versión 3.0 para sistemas UNIX (ver Apéndice A).

El acceso a WordNet a través de SemanticPreprocessor se realiza a través de la
API de la librerı́a JWNL, en su versión 1.4-rc2 de 10 de Julio de 2008.

Las etapas del preprocesamiento semántico se vieron en la Sección 5.2.2. A
continuación, se resumen indicando lo realizado por nuestra herramienta en cada
caso y las herramientas externas utilizadas.

Etiquetado de categorı́a gramatical (Part Of Speech Tagging).

En esta etapa se toma el contenido textual de una fila y se etiquetan los térmi-
nos con la categorı́a gramatical que desempeñan en la frase de la que se ex-
traen.

El etiquetado se realiza utilizando la API para etiquetado lingüı́stico de ”The

Stanford Natural Language Processing Group“ [Tou00, Tou03]. Se usa la
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librerı́a “stanford-postagger.jar” (versión 3.0 de 26 de Mayo de
2010).

Tras pasar el texto al etiquetador, éste devuelve una lista de palabras con su
etiqueta correspondiente. Procesamos esta lista de palabras y adaptamos las
etiquetas “Penn Treebank 1” a WordNet. En el Apéndice A.2, podemos ver
todo el proceso de etiquetado y también se muestra la tabla de corresponden-
cias entre ambos conjuntos de etiquetas.

Una vez que esta etapa ha concluido pasamos a la siguiente, que consiste en
desambiguar el texto.

Desambiguación (Word Sense Disambiguation).

Se determina el significado del término en cuestión, lo que será necesario
para conocer sus sinónimos.

Se toma la lista de palabras etiquetadas en la etapa anterior y se le aplica el
algoritmo de desambiguación.

Los algoritmos de desambiguación implementados en la herramienta son los
siguientes:

• Sin desambiguación: No se aplica desambiguación alguna. Se incluye
esta posibilidad para comparar los resultados de las aproximaciones que
usan desambiguación con un caso base y ver si, efectivamente, se me-
joran los resultados aplicando desambiguación.

• El sentido más frecuente: Como vimos, este algoritmo lo que hace es
tomar el sentido más frecuente de un término. Dado que WordNet al-
macena los sentidos por orden de frecuencia, es tan sencillo como de-
volver el primero que ofrezca, por lo que se utiliza WordNet en este
algoritmo.

• Algoritmo simplificado de Lesk: Se basa en el solapamiento del contex-
to de una palabra con las definiciones de los sentidos en WordNet. La
implementación se realizó siguiendo las especificaciones del algoritmo
presentadas en [Vas04].

1“Penn Treebank English POS Tag Set” [Mar93]
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• Algoritmo adaptado de Lesk: Recordemos que este algoritmo es muy
similar al anterior, con la salvedad de que en la desambiguación no
sólo se emplea la definición de cada uno de los sentidos en Word-
Net, sino también las definiciones de palabras relacionadas, hipónimos,
tropónimos, etc. La implementación se realizó según la descripción de
[Ban02].

Generación de conjuntos de sinónimos.

En esta etapa, una vez desambiguadas las palabras, se agrupan aquellas que
comparten un mismo sentido, es decir, las que son sinónimas, formando agru-
paciones de términos sinónimos.

Selección del representante canónico de los conjuntos de sinónimos.

Por último, se selecciona el término más frecuente de cada uno de los conjun-
tos de sinónimos como representante del conjunto. Dicho término sustituirá a
todos los demás de su conjunto de sinónimos en el texto.

Con esto terminarı́a preprocesamiento semántico. La salida se guarda en la nue-
va columna que se indicó en el fichero de configuración.

En un futuro, pretende integrarse este programa dentro de la herramienta de
preprocesamiento sintáctico.

5.5.3 Herramientas para la Generación de Formas Intermedias

La herramienta utilizada para generar las formas intermedias consiste en una
extensión del programa Java “TextAnalyzerTest”. Este programa se creó original-
mente en nuestro grupo de investigación por los doctores Serrano Chica de la Uni-
versidad de Jaén y Martı́nez Folgoso de la Universidad de Camagüey (Cuba) y
posteriormente, se amplió por el Dr. Campaña Gómez de la Universidad de Grana-
da.

TextAnalyzerTest partı́a en un principio de un atributo textual en una base de
datos PostgreSQL, analizaba el texto, generaba una representación basada en Con-
juntos AP y la almacenaba en la base de datos junto al atributo original. Una des-
cripción detallada de su funcionamiento se puede encontrar en [MF08].
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Como PostgreSQL presentaba algunas limitaciones referentes a la representa-

ción de objetos complejos, se decidió abordar la implementación de los Conjuntos-

AP en un sistema objeto-relacional más potente, como es OracleTM. Ası́, se llevó a

cabo la modificación del programa original para soportar OracleTM, por el Dr. Cam-

paña Gómez en colaboración con el Dr. Martı́nez Folgoso.

Esta modificación mantenı́a los métodos de interfaz y el paquete SQL que crea-

ba la definición de la estructura de los conjuntos-AP, sus propiedades, métodos y

algunas funciones auxiliares en PostgreSQL, para poder usarlos desde programas

externos.

Más adelante, se incluyeron nuevas modificaciones con el fin de poder procesar

términos que tuviesen asociado su identificador de synset en WordNet (ver Apéndi-

ce A) y por tanto, su sentido. Los términos etiquetados con su sentido se generan

en la etapa de preprocesamiento semántico.

Y por último, se han incluido en el programa las estructuras APO, WAP y WA-

PO.

El funcionamiento es bastante sencillo: tras definir los parámetros en un fichero

de configuración que es leı́do por el programa a través de la conexión a la base

de datos, se calculan los conjuntos de términos (itemsets o item-seqs) maximales,

según el soporte que se indique en el fichero de configuración y se genera la salida.

Ésta se realiza a un fichero de texto y también se almacena en la base de datos como

un tipo de objeto.

Además de la estructura de dominio, se calcula la subestructura correspondiente

para cada una de las tuplas procesadas. Como hemos visto, la primera representa

el contenido del atributo textual original, que se incluye en el catálogo de la base

de datos y en una nueva columna de la tabla original y la segunda, representa la

porción de la estructura general que se corresponde con cada tupla particular. Esto

ayudará en la ejecución de las tareas de consulta.

Una vez que la estructura se genera y almacena, se puede usar para interactuar

con los textos de la base de datos a través de ontologı́as o visualizaciones como la

tag cloud.
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5.5.4 Herramientas para la Generación de la Tag Cloud

Para la generación de la tag cloud hemos usado un programa Java que simula el

algoritmo de distribución usado por Wordle. Éste asigna a cada etiqueta un tamaño

de fuente proporcional a su frecuencia en el texto y la sitúa en una posición aleatoria

alrededor del centro de la tag cloud.

Si un término se coloca en un lugar ocupado por otro, este último se mueve un

paso hacia adelante dentro de una espiral creciente en torno al centro, hasta que su

posición sea correcta.

El algoritmo también asigna color a las etiquetas, en principio de forma aleato-

ria.

La visualización generada resume y representa el contenido de la información

del atributo textual correspondiente y además se usa para consultarlo.

La tag cloud se presenta al usuario como una interfaz donde, gracias a un

módulo de consulta, cada etiqueta actúa como un conjunto de términos consulta,

ası́ cuando un usuario pulsa en alguna, el sistema devuelve las tuplas de la columna

de texto que contienen los términos de dicha etiqueta.

5.6 Resumen y Conclusiones
En este capı́tulo hemos presentado una metodologı́a para el procesamiento de

los textos cortos no estructurados que aparecen en los campos textuales de las bases

de datos.

Partimos de un atributo textual y a través de técnicas de minerı́a de datos y

texto obtenemos su dominio, representado por alguna de las formas intermedias

provistas de estructura vistas en el Capı́tulo 3 y lo visualizamos a través de una tag

cloud, permitiendo la identificación del contenido del atributo de forma visual y

asistiendo a la consulta y la exploración.

La metodologı́a propuesta se lleva a cabo en cuatro etapas:

1. Preprocesamiento sintáctico.

2. Preprocesamiento semántico.
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3. Generación de la forma de representación intermedia.

4. Visualización.

En la etapa de preprocesamiento sintáctico utilizamos la herramienta de filtrado

de datos “DB2DS” y aplicamos los siguientes filtros en este orden:

1. Tokenización

2. S-Stemmer en inglés

3. Porter Stemming en inglés

4. S-Stemmer en español

5. Porter Stemming en español

6. Eliminación de Stop Words en inglés

7. Eliminación de Stop Words en español

En la etapa de preprocesamiento semántico la herramienta utilizada se denomi-

na “SemanticPreprocessor” y realiza las siguientes tareas en este orden:

1. Etiquetado de la categorı́a gramatical

2. Desambiguación

3. Generación de conjuntos de sinónimos

4. Selección del representante canónico de los conjuntos de sinónimos.

Este preprocesamiento semántico se realiza con ayuda de la herramienta exter-

na “WordNet”, por lo que se ha presentado una descripción de esta herramienta

especificando sus términos y conceptos básicos en el Apéndice A.

En la etapa de generación de formas intermedias usamos el programa “TextA-

nalyzerTest” y en la de visualización se representa la forma intermedia a través de

un programa Java que simula el algoritmo de distribución de etiquetas usado por
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Wordle, que asigna a cada etiqueta un tamaño de fuente proporcional a su frecuen-
cia en el texto y la sitúa en una posición aleatoria.

Sin embargo, no todos los itemsets frecuentes serán aceptados para su visua-
lización dentro de la tag cloud, sino solamente los que cumplan un conjunto de
reglas atendiendo a su categorı́a gramatical.

Si el número de términos representados es muy alto, se puede optar por repre-
sentar únicamente los conjuntos maximales, facilitando la identificación y evitando
al mismo tiempo algunas redundancias. De esta forma, es posible disminuir el so-
porte para que aparezcan nuevos términos relevantes.
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CAPÍTULO

6
Evaluación Experimental

Este capı́tulo se dedica a evaluar el método propuesto en base a su aplicación

sobre varios conjuntos de datos reales.

En la Sección 6.1 se describe un primer experimento realizado sobre una base

de artı́culos cientı́ficos de la revista “Security and Communication Networks” de la

editorial “Wiley”. Consiste en generar de forma automática una tag cloud a través

de nuestra propuesta y compararla con la que proporciona la propia revista en su

sitio web.

En el experimento de la Sección 6.2 se emplea una base de historias clı́nicas.

Este segundo conjunto de datos es más extenso que el primero y presenta mayores

necesidades de limpieza. Se prueba que la tag cloud construida cumple las expec-

tativas de recuperación de información y de representación del contenido, a partir

también del cálculo de métricas y de una encuesta de satisfacción.

Vemos con menor nivel de detalle otros experimentos realizados sobre dife-

rentes bases de datos en la Sección 6.3 y se termina con un resumen y algunas

conclusiones en la Sección 6.4.
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6.1 Evaluación Experimental sobre una Base de Artı́cu-
los Cientı́ficos

6.1.1 Descripción del Conjunto de Datos

Entre los sitios web que ofrecen tag clouds con propósitos de recuperación y

visualización de información, hemos escogido el de la editorial “Wiley”: Wiley
Online Library 1. Algunas de las revistas presentes en este sitio, ofrecen la posi-

bilidad de explorar su contenido a través de tag clouds construidas a partir de las

palabras clave (keywords) de los artı́culos de investigación.

Aunque no existe información sobre el método usado para generarlas, han sido

posiblemente creadas por expertos. Algunos de los términos que aparecen en ellas

no son relevantes en los datos originales y parecen haber sido finamente ajustados

de forma manual. Este hecho carece de importancia ya que, independientemente

del método de generación usado, el principal factor a considerar es que estas tag

clouds son las proporcionadas por la propia editorial, por lo que es de suponer, que

se consideran una herramienta efectiva para la exploración y la búsqueda de los

contenidos de las revistas y son vistas por los expertos del sitio como herramientas

optimizadas para estos propósitos.

De acuerdo con esto, hemos recogido información procedente de diferentes re-

vistas, con la intención de seleccionar aquellas que puedan ser usadas para probar

en ellas nuestro método. Estas revistas, deben de ofrecer una tag cloud para ex-

plorar su contenido (ya que no todas lo hacen) y también deben contener todos

sus artı́culos en formato electrónico. Esto último garantiza que la tag cloud que

muestran sea reproducible a partir de los datos.

La revista “Security and Communication Networks” 2, que está clasificada

en la categorı́a de Electrical and Electronics Engineering, cumple estas dos premi-

sas.

Hemos extraı́do de esta revista toda la información sobre los artı́culos dispo-

nibles, en total 346, aunque algunos de ellos se han desechado por no contener

las palabras clave. Toda la información recogida se ha almacenado en una base de

1http://onlinelibrary.wiley.com/
2http://onlinelibrary.wiley.com/journal/10.1002/(ISSN)1939-0122
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datos relacional usando un atributo para cada uno de los campos (tı́tulo, resumen,
autores,...) y añadiendo un identificador a cada tupla [TP13b].

6.1.2 Descripción de la Metodologı́a

Nuestro objetivo es la generación automática de una tag cloud que rivalice en
calidad con la elegida de la revista de Wiley.

En esta sección se describe la metodologı́a para su obtención a partir de los
datos en sucio. Habrá que decidir qué tipo de preprocesamiento aplicar (si única-
mente sintáctico o sintáctico más semántico), qué tipo de estructura extraer (WAP
o WAPO), qué atributo escoger de la base de datos, etc. A continuación se describe
cada uno de estos procesos y posteriormente se comentan los aspectos que nos han
hecho escoger los método aplicados finalmente.

Preprocesamiento
El preprocesamiento sintáctico lo hemos llevado a cabo con la herramienta de

filtrado descrita en la Sección 5.5.1. Los filtros que se aplican en los datos alma-
cencados en la base de datos son los siguientes y se emplean en el mismo orden en
que se exponen:

1. Tokenización

2. Eliminación de Stop Words

3. Lematización simple para eliminar formas de género y plural.

Gracias a este proceso es posible eliminar signos de puntuación y palabras que
no aportan significado.

Usamos una lematización simple porque en la segunda fase de preprocesamien-
to, la semántica de los términos se determina con herramientas externas que no re-
conocen las formas lematizadas y tampoco serı́a fácil identificar el significado de
las mismas si aparecen en una tag cloud.

Los datos preprocesados sintácticamente se almacenan en nuevas columnas de
la base de datos.

213
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Los algoritmos Apriori y Apriori modificado funcionan a partir de los términos

frecuentes encontrados en el texto. El principal inconveniente a la hora de calcular

la frecuencia de un término determinado, es que ciertos conceptos pueden expre-

sarse a través de varias formas léxicas, por lo que un término puede aparecer menos

veces de lo que en realidad está presente, debido al hecho de que el concepto que

representa está expresado en el texto con otras formas distintas.

Otro inconveniente de la existencia de esta variedad lingüı́stica con la que se

representan los conceptos, es que si todos los términos equivalentes en significado

se visualizan en la tag cloud, además de existir solapamiento semántico, la identi-

ficación del contenido puede verse distorsionada.

Para abordar este problema, es necesario aplicar un preprocesamiento semánti-

co. El objetivo del mismo es identificar todas las formas léxicas referidas a un único

concepto y agruparlas en un conjunto que llamaremos “conjunto de sinónimos”, del

cual se elige una única forma denominada “representante canónico del conjunto de

sinónimos” para reemplazar a todas las demás en el texto. De esta manera, cada

concepto queda representado por un único término cuya frecuencia puede calcular-

se con precisión.

Este proceso se ha llevado a cabo con la herramienta de preprocesamiento

semántico descrita en la Sección 5.5.2 que se desarrolla en los siguientes pasos

[TP13a]:

1. Etiquetado de la categorı́a gramatical (Part of speech tagging), con la ayu-

da de “Stanford Tagger1”. Se han etiquetado los términos con la categorı́a

gramatical que desempeñan en la sentencia de la que se extraen.

2. Desambiguación Word sense disambiguation, con el algoritmo adaptado de

Lesk [Ban02] y el diccionario léxico WordNet. Se ha determinado el signifi-

cado del término en cuestión, ya que sólo conociendo su significado podrán

determinarse los sinónimos.

3. Generación de conjuntos de sinónimos. Los acrónimos y sinónimos son re-

conocidos con la ayuda de WordNet.

1http://nlp.stanford.edu/software/tagger.shtml
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4. Selección de los representantes canónicos de los conjuntos de sinónimos.
Hemos seleccionado el término más frecuente de cada conjunto de sinónimos
como representante del conjunto, el cual sustituye en el texto todos los demás
términos que pertenecen al mismo conjunto de sinónimos.

Una vez que los datos han sido preprocesados semánticamente, el resultado se
almacena en nuevas columnas de la base de datos.

Generación de la Forma Intermedia de Representación y Visualización
Las formas de representación intermedias (estructuras WAP y WAPO) se ex-

traen con la herramienta descrita en la Sección 5.5.3.
Como atributos textuales de interés se han seleccionado los siguientes campos:

1. Palabras clave (keywords)

2. Tı́tulos

3. Keywords + Tı́tulos

4. Resúmenes

5. Keywords + Tı́tulos + Resúmenes

El tercero de estos campos consiste en la unión en un sólo atributo de las pala-
bras clave y los tı́tulos y el último en la unión de palabras clave, tı́tulos y resúmenes.

Para generar las estructuras hay que especificar el soporte mı́nimo considerado,
teniendo en cuenta que pequeñas variaciones en este soporte, afectarán al número
de elementos en la estructura final, el cual debe ser lo suficientemente grande como
para permitir que la visualización de la estructura sea representativa, pero no tan
grande que dificulte la correcta identificación de los términos.

Nuestro objetivo es obtener un número de elementos aproximado al que encon-
tramos en la tag cloud que ofrece la propia revista en su sitio web y que tomamos
como referencia.

Para calcular el valor del soporte que nos de este número de elementos, hemos
realizado un análisis de ensayo y error, en el que un grupo de expertos pertene-
cientes a nuestro grupo de investigación han evaluado visualmente las tag clouds
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obtenidas para distintos valores. Finalmente se ha acordando establecer como de-

finitivo un soporte del 2 %, por ser el que ofrece un número de elementos más

próximo al contemplado en la visualización de referencia.

Como ya sabemos, las estructuras son retı́culos y cada retı́culo viene determina-

do por los itemsets o item-seqs maximales, que son aquellas que no están conteni-

das en ninguna otra. La siguiente cuestión a considerar es si será mejor representar

todos los itemsets frecuentes en la tag cloud o sólo los maximales, como hacı́an

Kaptein y Marx [Kap10],

Postprocesamiento

Una vez generadas las estructuras WAP y WAPO y obtenida toda la información

de los itemsets frecuentes y el peso de cada uno de ellos, pasamos a la fase de

postprocesamiento.

Recordemos que en la fase de preprocesamiento semántico, se habı́an etiqueta-

do todos los términos con su categorı́a gramatical con la ayuda de WordNet. Las

categorı́as gramaticales contempladas son: nombre, verbo, adjetivo y adverbio. Los

nombres son buenos candidatos para aparecer representados en la tag cloud, pero

los verbos y los adverbios no son palabras especialmente útiles para representar

el contenido de la información. Es por esta razón, que en la etapa de postprocesa-

miento, hemos eliminado todos los itemsets que contenı́an verbos o adverbios. Los

adjetivos por sı́ sólos no son informativos, pero sı́ lo son si van acompañando a un

nombre, dado que lo modifican añadiéndole semántica.

Considerando estas observaciones, se definió el conjunto de reglas que vimos

en la Sección 5.4 para determinar cuando un itemset cumplı́a los requisitos para su

visualización en la tag cloud atendiendo a su categorı́a gramatical. Estas reglas son

las siguientes (recordemos que están pensadas para el idioma inglés) (Consultar

[TP13b]):

Itemsets de nivel uno: Se consideran buenos candidatos si son nombres [N].

Itemsets de nivel dos: Se consideran buenos candidatos si son nombres pre-

cedidos de adjetivos [AN] o nombres compuestos [NN].
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Itemsets de nivel n: Se consideran buenos candidatos si están compuestos

por una combinación válida de términos en los niveles previos, precedida

por un adjetivo o seguida por un nombre. Por ejemplo: [AAN], [ANN] y

[NNN].

Además de los itemsets frecuentes que contenı́an verbos o adverbios, hemos

eliminado todos los que no cumplı́an estas reglas. Los restantes serán los que apa-

rezcan representados en la tag cloud correspondiente.

Posibles Formas de Generar la Tag Cloud
Atendiendo al preprocesamiento aplicado, al atributo procesado, al tipo de es-

tructura generada y a los itemsets visualizados, tendrı́amos un total de 40 posibles

formas distintas de construir la tag cloud. Estas formas se resumen en la Tabla 6.1 y

algunas de las visualizaciones pueden verse a continuación. La razón de que no se

muestren todas es que éstas se han ido descartando conforme las hemos ido anali-

zando. Ası́, primeramente se han descartado las construidas a partir de textos largos

y luego las obtenidas tras el preprocesamiento exclusivamente sintáctico.

A continuación discutimos el método empleado finalmente.

Selección del Método a Emplear
Atendiendo al atributo empleado para la generación de las estructuras WAP y

WAPO, se observa que las tag clouds generadas a partir de textos largos como

resúmenes, parecen menos apropiadas para este tipo de procesamiento que las ob-

tenidas a partir de textos cortos como tı́tulos o palabras clave, por lo que se han

descartado los dos últimos atributos considerados en un principio.

En las tag clouds de estas estructuras los términos aparecen visualmente muy

aglomerados y esta mayor densidad en la representación dificulta la identificación

del contenido. Además, el frecuente uso de formalismos y conectores en los textos

largos, hace que estas palabras posean frecuencias muy altas, por lo que se tiene

un gran número de palabras vacı́as de contenido que se extraen como relevantes

cuando en realidad sólo sirven para articular el discurso.

En el caso de querer obtener las formas intermedias de textos largos, la estruc-

tura WAPO resulta más apropiada que la estructura WAP, ya que la falta de orden
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Preprocesamiento Atributo Seleccionado Estructura Itemsets Representados

Sintáctico

Keywords

WAP
Todos (Figura 6.1)

Maximales

WAPO
Todos (Figura 6.2)

Maximales

Tı́tulos

WAP
Todos (Figura 6.3)

Maximales

WAPO
Todos (Figura 6.4)

Maximales

Keywords + Tı́tulos

WAP
Todos

Maximales

WAPO
Todos

Maximales

Resúmenes

WAP
Todos

Maximales

WAPO
Todos

Maximales

Keywords + Tı́tulos + Resúmenes

WAP
Todos

Maximales

WAPO
Todos

Maximales

Sintáctico + Semántico

Keywords

WAP
Todos (Figura 6.5)

Maximales (Figura 6.6)

WAPO
Todos (Figura 6.7)

Maximales (Figura 6.8)

Tı́tulos

WAP
Todos (Figura 6.9)

Maximales (Figura 6.10)

WAPO
Todos (Figura 6.11)

Maximales (Figura 6.12)

Keywords + Tı́tulos

WAP
Todos (Figura 6.13)

Maximales (Figura 6.14)

WAPO
Todos (Figura 6.15)

Maximales (Figura 6.16)

Resúmenes

WAP
Todos

Maximales

WAPO
Todos

Maximales

Keywords + Tı́tulos + Resúmenes

WAP
Todos

Maximales

WAPO
Todos

Maximales

Tabla 6.1: Número de representaciones obtenidas según tipo de preprocesamiento,

atributo escogido, estructura obtenida e itemsets representados
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en esta última acarrea mayores co-ocurrencias en los términos, lo que incrementa
significativamente el número de conjuntos-AP. De hecho, cuanto más largo es un
texto, será mayor el número de términos que co-ocurran y menos informativa la
estructura.

Nos centramos únicamente en los campos “Keywords” y “Tı́tulos” y “Keywords

+ Tı́tulos”.
Vemos como en todas las tag clouds construidas a partir estructura WAPO, el

número de términos es menor que en las construidas a partir de la estructura WAP,
resultando un diseño más espaciado, lo que facilita la identificación de las etiquetas.

Las tag clouds en las que se representan todos los itemsets aparecen sobrecar-
gadas además de contener bastantes redundancias. En cambio, las tag clouds en
las que se representan únicamente las secuencias maximales, parecen simples y
compactas, por lo que resultan preferibles.

Sin embargo, vemos que al visualizar sólo las item-seqs maximales, algunas eti-
quetas cobran una importancia que no les corresponde, como es el caso del término
“using” para el atributo “Tı́tulos”. Esto se soluciona añadiendo estos términos a
una lista de palabras dependientes de contexto y considerándolos como stop-words

[Kap10].

Tras analizar todos estos modelos para determinar cuál es el mejor, hemos de-
cidido optar por el modelo alcanzado con las siguientes combinaciones:

1. Preprocesamiento sintáctico y semántico: Con el preprocesamiento semánti-
co se identifican los diferentes sentidos de las palabras polisémicas, evitando
que dominen la tag cloud con sus altas frecuencias cuando estos sentidos se
representan con una sola palabra.

2. Estructura WAPO como forma intermedia de representación: La estruc-
tura WAPO es más precisa al tener en cuenta el orden de los términos en el
texto y visualmente es más compacta y tiene menor densidad semántica que
la estructura WAP. Además, la identificación del contenido no es tan clara
con esta última.
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Figura 6.1: Tag cloud para “Keywords” con estructura WAP y preprocesamiento

sintáctico

Figura 6.2: Tag cloud para “Keywords” con estructura WAPO y preprocesamiento

sintáctico
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Figura 6.3: Tag cloud para “Tı́tulos” con estructura WAP y preprocesamiento sintácti-

co

Figura 6.4: Tag cloud para “Tı́tulos” con estructura WAPO y preprocesamiento

sintáctico
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Figura 6.5: Tag cloud para “Keywords” con estructura WAP y preprocesamientos

sintáctico y semántico

Figura 6.6: Tag cloud de itemsets maximales para “Keywords” con estructura WAP y

preprocesamientos sintáctico y semántico
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Figura 6.7: Tag cloud para “Keywords” con estructura WAPO y preprocesamientos

sintáctico y semántico

Figura 6.8: Tag cloud de itemsets maximales para “Keywords” con estructura WAPO

y preprocesamientos sintáctico y semántico
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Figura 6.9: Tag cloud para “Tı́tulos” con estructura WAP y preprocesamientos

sintáctico y semántico

Figura 6.10: Tag cloud de itemsets maximales para “Tı́tulos” con estructura WAP y

preprocesamientos sintáctico y semántico
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Figura 6.11: Tag cloud para “Tı́tulos” con estructura WAPO y preprocesamientos

sintáctico y semántico

Figura 6.12: Tag cloud de itemsets maximales para “Tı́tulos” con estructura WAPO y

preprocesamientos sintáctico y semántico

225
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Figura 6.13: Tag cloud para “Keywords + Tı́tulos” con estructura WAP y preprocesa-

mientos sintáctico y semántico

Figura 6.14: Tag cloud de itemsets maximales para “Keywords + Tı́tulos” con estruc-

tura WAP y preprocesamientos sintáctico y semántico
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Figura 6.15: Tag cloud para “Keywords + Tı́tulos” con estructura WAPO y preproce-

samientos sintáctico y semántico

Figura 6.16: Tag cloud de itemsets maximales para “Keywords + Tı́tulos” con estruc-

tura WAPO y preprocesamientos sintáctico y semántico
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3. Representación sólo de item-seqs maximales: Cuando se representan to-
das las item-seqs encontramos algunas redundancias y con la representación
únicamente de las maximales, el diseño es más simple y compacto y permi-
te destacar los componentes multitérmino, que de otra forma aparecen muy
reducidos debido al gran soporte de los monotérminos.

Falta por decidir el atributo a procesar para establecer el modelo definitivo. En
la Figura 6.17 podemos ver la tag cloud generada con esta configuración para los
atributos textuales que habı́amos seleccionado: ”Keywords“, ”Tı́tulos“ y ”Keywords

+ Tı́tulos“.

(a) Keywords (b) Tı́tulos (c) Keywords+Tı́tulos

Figura 6.17: Tag clouds generadas para los distintos atributos con el método seleccio-

nado

Para la generación de estas tag clouds se ha usado el programa descrito en
la Sección 5.5.4, que simula el algoritmo de distribución de etiquetas usado por
Wordle, que lo que hace es asignar a cada palabra un tamaño de fuente atendiendo
a su peso. El orden para colocar las palabras en el diseño es también según el peso,
ası́ se situarán primero las que mayor peso tengan, asignándose el resto de forma
aleatoria. Cuando una palabra se solape con otra en el diseño, ésta se moverá un
paso hacia adelante en espiral. Esta vez hemos usado los mismos colores que Wiley
para facilitar la comparación visual con ésta última.

La tag cloud de referencia de la revista de Wiley está construida a partir de
las keywords de los artı́culos y la consulta a través de las etiquetas también se
realiza sobre este atributo. Nosotros hemos obtenido tres tag clouds similares a
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la de referencia, las tres igualmente representativas y útiles para los propósitos

perseguidos. Finalmente, elegiremos entre estas tres la construida sobre el atributo

”Keywords“ para hacer una comparación equivalente con la de Wiley.

6.1.3 Resultados

Comparación de Tag Clouds
Después de establecer el procedimiento de generación de la tag cloud, se ha

seleccionado la primera (Figura 6.17(a)) entre las tres obtenidas en la Figura 6.17

para compararla con la de referencia, por estar ambas generadas a partir de las

palabras clave.

La Figura 6.18 muestra la tag cloud de referencia, la que hemos generado au-

tomáticamente y las diferencias entre ellas. La Figura 6.18(b) muestra todos los

términos que están en la de referencia y que no están en la nuestra. De forma

análoga, la Figura 6.18(d) muestra los términos que están en la nuestra y que no

están en la de Wiley.

En la tag cloud de referencia sólo se hace uso del color con propósitos de visua-

lización, ya que no está relacionado con la frecuencia de las etiquetas ni con ningún

otro aspecto, ası́ que nosotros hemos usado los mismos colores con el mismo fin.

En las Figuras 6.18(b) y 6.18(d), que muestran las diferencias entre ambas re-

presentaciones, el color gris indica que el término está incluido parcialmente en la

otra tag cloud, pero no totalmente. Por ejemplo, Intrusion Detection, está totalmen-

te incluido en la de referencia, pero sólo parcialmente en la nuestra: Detection.

Evaluación a través de Métricas
Para medir de forma cuantitativa las diferencias desde la perspectiva de la recu-

peración de información entre la tag cloud de referencia y la que hemos generado

de forma automática, hemos calculado las medidas de precisión, exhaustividad y F1

Score para las etiquetas presentes en ambas visualizaciones, entendiendo que cada

una de estas etiquetas funcionarı́a como término o términos de consulta cuando el

usuario la elija.

La métrica F1 Score (vista en la Sección 3.5.5) se calcula en función de los

valores de precisión y exhaustividad y la usamos como medida estándar por ser
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(a) Tag cloud de referencia (b) Términos no presentes en (c)

(c) Tag cloud generada automáticamente (d) Términos no presentes en (a)

Figura 6.18: Comparación de la tag cloud de referencia (a), y la tag cloud generada

con nuestro método (c) a partir del atributo ”Keywords“

muy conocida y ampliamente utilizada. Es la que encontramos en trabajos como

Balachandran et al. [Bal12] o Masadan et al. [Mas12].

En realidad, como lo que queremos es comparar la precisión y la exhaustivi-

dad de la tag cloud de referencia y la generada automáticamente, sólo es necesario

calcular éstas para las etiquetas que están presentes en una de las dos visualizacio-

nes y ausentes en la otra, ya que el resto de etiquetas, al estar presentes en ambas,

comparten el mismo valor y no aportan nada en términos comparativos.

Para este cálculo, previamente es necesario anotar los artı́culos de la base de

datos con las etiquetas más apropiadas de la tag cloud, para ası́ conocer cuáles de-
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berı́an recuperarse con cada una de estas etiquetas. Esta tarea ha sido realizada con
la ayuda de un grupo de expertos pertenecientes a nuestro grupo de investigación,
a los que se les han proporcionado los datos originales, incluyendo las palabras
clave, tı́tulos y resúmenes.

En la Tabla 6.2 se muestran las medias de precisión, exhaustividad y F1 Score

calculadas. Como vemos, con la tag cloud de referencia se obtiene algo más de
precisión que con la que hemos generado de forma automática y un poco menos
exhaustividad. Esto significa que los resultados obtenidos con las consultas a través
de la de referencia son un poco más relevantes que los obtenidos con la nuestra,
pero la nuestra recupera resultados importantes que no se recuperan con la otra.

En general las medidas difieren muy poco unas de otras y la F1 score es casi la
misma para ambas visualizaciones (ver [TP13b]).

Tag Clouds Precisión Exhaustividad F1 Score
Referencia 0.82609 0.72743 0.76208

Generada Automáticamente 0.76809 0.76476 0.75173

Tabla 6.2: Precisión media, exhaustividad y F1 Score para las tag clouds (a) y (c) de

la Figura 6.18

En la Sección 2.1.4 se vieron algunas métricas para la evaluación de la efec-
tividad de la tag cloud. Las principales son las proporcionadas por Venetis et al.
[Ven11]. Sin embargo, el uso que le dan a la tag cloud estos autores y otros como
Durao et al. [Dur12] difiere del nuestro, ya que ellos la construyen para resumir
los resultados obtenidos tras una consulta previa y nosotros pretendemos princi-
palmente representar el contenido global de los atributos textuales de la base de
datos.

Por esta razón, no tiene sentido calcular las métricas de cohesividad, relevancia,
popularidad e independencia, las cuales requieren distinguir entre el contenido del
atributo y el conjunto de resultados que se recuperan con la consulta. Calcularemos
únicamente las de cobertura, solapamiento y balance con las fórmulas propor-
cionadas por Venetis et al. [Ven11]. Para ello supondremos que con una consulta
hipotética se recuperan todas las tuplas del atributo textual.

Las fórmulas de relevancia, solapamiento y balance corresponden a las Ecua-
ciones 2.3, 2.4 y 2.5, respectivamente. En nuestro caso particular, q representarı́a
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los términos de la consulta hipotética inicial, S la tag cloud, t cada una de las eti-

quetas en S, Cq el contenido del atributo (que es lo que devolverı́a la consulta) y

Aq(t) el conjunto de objetos recuperados con t.

La cobertura nos da la fracción del texto original representada por los términos

de la tag cloud. Esta métrica toma valores en el intervalo [0, 1]. Un valor cercano

a 1 indica que los términos en la tag cloud representan la mayor parte del texto

original.

El solapamiento determina el grado en que diferentes términos en la tag cloud

representan la misma información en el texto original. Esta métrica toma valores

también en el intervalo [0, 1]. Un valor cercano a 0 indica que el grado de solapa-

miento es bajo y por lo tanto, los términos representan información distinta.

El balance es una métrica relacionada con la cantidad de resultados recuperados

por las etiquetas. Se dice que una tag cloud es equilibrada (balanced) si sus etique-

tas recuperan un número similar de resultados. Esta métrica también toma valores

en el intervalo [0, 1]. Un valor cercano a 1 indica que la tag cloud es equilibrada.

En la Tabla 6.3 podemos ver los valores obtenidos para estas métricas.

Tag Clouds Cobertura Solapamiento Balance
Referencia 0.85838 0.00455 0

Generada Automáticamente 0.92196 0.00550 0.06289

Tabla 6.3: Comparación de la cobertura, solapamiento y balance de las tag clouds (a)

y (c) de la Figura 6.18

Como podemos observar, la tag cloud que hemos generado automáticamente

tiene mejor cobertura que la de referencia, lo que indica que representa mejor el

texto original. Sin embargo, el solapamiento es un poco mejor en la de referencia,

aunque ambos son practicamente 0, por lo que las etiquetas representarı́an distinta

información del texto original.

Es importante indicar que el valor del balance para la tag cloud de referencia

es 0 debido a que hay al menos una etiqueta (data compression) que no recupera

ninguna entrada. Esta etiqueta es relevante en el ámbito de la revista y de acuerdo

a los criterios de los expertos que la han incluido en la visualización, sin embargo

no es útil desde el punto de vista de la recuperación de información.
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Nuestra tag cloud tampoco es equilibrada. Podrı́amos intentar obtener mejor
balance aumentado el soporte mı́nimo, lo que implicarı́a que las etiquetas menos
relevantes saldrı́an fuera de la representación, pero de esta forma se perderı́a in-
formación importante y realmente no es necesario que sea equilibrada, es más, la
heterogeneidad en la frecuencia de las etiquetas (aspecto relacionado con la can-
tidad de resultados que se recuperan) es lo que da a este tipo de visualización la
capacidad de destacar los temas más relevantes.

En la Tabla 6.3 tenı́amos los valores de cobertura, solapamiento y balance cal-
culados sobre el atributo “Keywords”. Pero la tag cloud que hemos generado podrı́a
usarse, no sólo para consultar sobre este atributo, si no también para los demás.
Veamos en qué proporción representarı́a a los atributos “Tı́tulos” y “Keywords +
Tı́tulos” en comparación con la de referencia (ver Tabla 6.4).

Tag Clouds Cobertura para “Tı́tulos” Cobertura para “Keywords + Tı́tulos”
Referencia 0.69942 0.90751

Generada Automáticamente 0.76300 0.95375

Tabla 6.4: Comparación de la cobertura sobre los atributos “Tı́tulos” y “Keywords +

Tı́tulos”

Aunque al final hemos seleccionado la tag cloud construida sobre el atribu-
to “Keywords”, ésta también ofrece buenos resultados de cobertura para los otros
dos atributos: “Tı́tulos” y “Keywords + Tı́tulos”, siendo incluso mayor el valor de
cobertura para este último, en donde supera el 95 %.

En todos los casos hemos mejorado la cobertura de la tag cloud de referencia.

En general, los resultados obtenidos indican que hemos generado de forma au-
tomática una herramienta similar a la creada por expertos tomada de referencia y
que presenta frente a ésta las siguientes ventajas (ver [TP13b]):

Posee mayor cobertura

Todos los términos recuperan información relevante

No ha sido precisa la intervención humana para su generación
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Encuesta de Usabilidad y Análisis Estadı́stico
Además de la comparar de las tag clouds mediante el cálculo de métricas, he-

mos llevado a cabo la realización de una encuesta para conocer la opinión de los

usuarios.

Todos los resultados estadı́sticos presentados en este capı́tulo se han obtenido

con el software StatGraphics Plus 5.1 1.

Participantes

Para estimar el tamaño de muestra necesario, se ha fijado un error máximo abso-

luto de 0.5 unidades. Considerando una desviación tı́pica igual a 1 y una confianza

del 95 %, el tamaño mı́nimo necesario es de 18 participantes:

Determinación del Tamaño de la Muestra

--------------------------------------

Parámetro a estimar: media normal

Tolerancia deseada: +- 0,5

Nivel de confianza: 95,0%

Sigma asumida: 1,0

El tamaño de la muestra requerido es de n=18 observaciones.

En total se ha conseguido reunir a 34 participantes anónimos con formación en

Ciencias de la Computación y en Redes de Computadores. Como este tamaño de

muestra es mucho mayor que el mı́nimo requerido, se tienen garantı́as de que el

error no va a ser superior a 0.5 unidades, incluso considerando los posibles valores

perdidos que se tengan en estas 34 observaciones.

Procedimiento

Se ha contactado vı́a e-mail con especialistas de las áreas antes mencionadas,

solicitándoles colaboración. A estas personas se les han proporcionado las dos tag

clouds, la de referencia y la generada por nosotros, sin especificarles cuál es una ni

cuál es la otra. Para hacer el experimento lo más aleatorio posible y debido al hecho

de que leemos de izquierda a derecha, a la mitad de las personas contactadas se les

ha dado nuestra tag cloud a la izquierda y la de referencia a la derecha y a la otra

1http://www.statgraphics.com/statgraphics plus.htm
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mitad al contrario, para que el orden en que éstas se presentan a los participantes
no influya en los resultados.

Junto con las tag clouds se les han dado unas instrucciones, pidiéndoles que
experimenten con ambas herramientas para posteriormente realizar una serie de
valoraciones en la comparación de éstas. En el Apéndice B.1 se incluye el docu-
mento con las instrucciones y unas cuestiones referentes a los distintos aspectos a
valorar por los participantes.

En las tres primeras cuestiones planteadas se les pide que emitan una valoración
en la comparación de las tag clouds con respecto a:

1. Facilidad de uso

2. Cantidad global de información recuperada

3. Magnitud y precisión del contenido representado

En las cuatro últimas cuestiones se les solicita que identifiquen 4 conceptos
diferentes. Para ello se les dan 4 definiciones, correspondientes a cada uno de los
conceptos y se les pide que, tras localizar el término apropiado para cada definición
en cada una de las visualizaciones, comparen ambas con respecto a la facilidad para
identificar dicho concepto.

En la Tabla 6.5 podemos ver las definiciones de los conceptos y el término que
se espera que los participantes encuentren para cada una de ellas.

Definición Término
1 Vulneración del sistema Ataque (Attack)

2 Verificación de identidad Autentificación (Authentication)

3 Técnicas de cifrado y/o codificación Criptografı́a (Cryptography)

4 Prevención de accesos no autorizados en una red Seguridad de red (Network Security)

Tabla 6.5: Definición de conceptos y objetos esperados a identificar en las tag clouds

(a) y (c) de la Figura 6.18

Las valoraciones emitidas por los participantes para cada una de las cuestiones
evaluadas llevan asociada una codificación numérica en un rango del 1 al 5, con el
siguiente detalle:
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1. TC1 es mucho mejor que TC2

2. TC1 es un poco mejor que TC2

3. TC1 es igual que TC2

4. TC1 es un poco peor que TC2

5. TC1 es mucho peor que TC2

Para preservar el anonimato de las visualizaciones, las hemos llamado TC1 y

TC2, siendo:

TC1: Tag cloud de referencia

TC2: Tag cloud generada automáticamente

Análisis Estadı́stico y Resultados

Empezaremos probando si las valoraciones en la facilidad de identificación de

conceptos son independientes del concepto proporcionado. De ser ası́, podemos

unir las valoraciones para los 4 conceptos en una única variable que represente la

valoración global en la identificación de conceptos.

Lo primero que hacemos es un resumen estadı́stico donde se muestra la media,

mediana y moda de las valoraciones en la facilidad de identificación de cada uno

de los conceptos proporcionados:

Resumen Estadı́stico

Frecuencia Media Mediana Moda

-------------------------------------------------------------------------

concepto1 34 3,05882 3,0 4,0

concepto2 33 2,93939 3,0 2,0; 3,0; 4,0

concepto3 31 2,74194 2,0 2,0

concepto4 34 3,17647 3,0 4,0

-------------------------------------------------------------------------

Total 132 2,98485 3,0 4,0
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Como la media de las 4 valoraciones está próxima a 3, valor que indica que
TC1 y TC2 se comportan de la misma forma, a simple vista parece que ambas
tag clouds se consideran iguales con respecto a su facilidad para identificar los
conceptos.

Figura 6.19: Gráfico de medias con intervalos de confianza al 95 % para la identifica-

ción de conceptos

En el gráfico de la Figura 6.19 se representan los intervalos al 95 % de confianza
para estas medias. Vemos que existe solapamiento en todos estos intervalos, por lo
que las medias podrı́an considerarse iguales a ese nivel de confianza. Ası́ mismo,
se observa que todos los intervalos incluyen el valor 3. Esto mismo puede verse
numéricamente en la tabla de medias:

Tabla de Medias

con 95,0 intervalos LSD

-------------------------------------------------------------------

Error Estándar

Frec. Media (s agrupada) Lı́mite inf. Lı́mite sup.

-------------------------------------------------------------------

concepto1 34 3,05882 0,187278 2,7968 3,32085

concepto2 33 2,93939 0,190094 2,67343 3,20536

concepto3 31 2,74194 0,196131 2,46752 3,01635

concepto4 34 3,17647 0,187278 2,91444 3,4385

-------------------------------------------------------------------

Total 132 2,98485
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En el contraste múltiple de rangos vemos que todos los grupos son homogéneos
y que no existen diferencias significativas entre las medias de ninguno de los con-
ceptos:

Contraste Múltiple de Rango

--------------------------------------------------------------------------

Método: 95,0 porcentaje LSD

Frec. Media Grupos homogéneos

--------------------------------------------------------------------------

concepto3 31 2,74194 X

concepto2 33 2,93939 X

concepto1 34 3,05882 X

concepto4 34 3,17647 X

--------------------------------------------------------------------------

Contraste Diferencias +/- Lı́mites

--------------------------------------------------------------------------

concepto1 - concepto2 0,11943 0,528009

concepto1 - concepto3 0,316888 0,536583

concepto1 - concepto4 -0,117647 0,524054

concepto2 - concepto3 0,197458 0,540446

concepto2 - concepto4 -0,237077 0,528009

concepto3 - concepto4 -0,434535 0,536583

--------------------------------------------------------------------------

* indica una diferencia significativa.

Para reafirmar este resultado, realizamos un análisis de la varianza para ver si
podemos considerar iguales las medias de las valoraciones:

Tabla ANOVA

Análisis de la Varianza

------------------------------------------------------------------------

Fuente Sumas de cuad. Gl Cuadrado Medio Cociente-F P-Valor

------------------------------------------------------------------------

Entre grupos 3,3319 3 1,11063 0,93 0,4277

Intra grupos 152,638 128 1,19248

------------------------------------------------------------------------

Total (Corr.) 155,97 131

El estadı́stico experimental en el contraste sobre la igualdad de medias, F , tiene
un valor igual a 0.93 y un p-valor de 0.4277, por lo que aceptamos la hipótesis nula,
es decir, la igualdad de las medias.
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Como última verificación, realizamos un test de independencia para comprobar

si la valoración media en la facilidad de identificación de los distintos conceptos

es independiente del concepto proporcionado. Esto implicarı́a que las valoraciones

son consistentes para las tag clouds con independencia de los conceptos evaluados.

Este test de independencia está basado en el estadı́stico Chi-cuadrado 1:

Contraste de Chi-cuadrado

---------------------------------------

Chi-cuadrado GL P-Valor

---------------------------------------

10,06 12 0,6109

---------------------------------------

Este estadı́stico se ha calculado para un total de 132 observaciones en los 4

grupos, obteniendo un valor igual a 10.6 y un p-valor de 0.6109, lo que nos lleva

a aceptar la hipótesis nula de independencia del concepto proporcionado en las

valoraciones de identificación de conceptos.

También el coeficiente de contingencia tiene un valor igual a 0.2689, que pro-

barı́a esto mismo al estar más cerca de 0 que de 1:

Valor

---------------------------------

Coef. Contingencia 0,2689

Una vez que hemos probado la independencia, podemos unificar los valores

obtenidos para los 4 conceptos en una sola variable de valoración global en la

facilidad de identificación de éstos, que junto con las otras 3, nos da un total de 4

variables:

1. Facilidad uso: facilidad de uso

2. Recuperación: cantidad global de información recuperada

3. Representación: magnitud y precisión del contenido representado

1http://www.ub.edu/aplica infor/spss/cap52.htm
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6. EVALUACIÓN EXPERIMENTAL

4. Identificación: facilidad en la identificación de conceptos

En la Figura 6.20 podemos ver representados los diagramas de barras de estas
variables, donde las barras representan porcentajes.

Facilidad de Uso Información Recuperada

Representación del Contenido Identificación de Conceptos

Figura 6.20: Diagramas de barras de los distintos aspectos

Y a continuación presentamos un resumen estadı́stico en el que se muestra la
media, mediana y moda de las 4 variables.
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Resumen Estadı́stico

Frecuencia Media Mediana Moda

--------------------------------------------------------------

Facilidad_uso 33 2,9697 3,0 3,0

Identificación 129 2,9845 3,0 4,0

Recuperación 32 3,03125 3,0 3,0

Representación 33 3,0 3,0 4,0

--------------------------------------------------------------

Total 227 2,99119 3,0 4,0

Vemos que la mediana es 3 para todos los casos, lo que indicarı́a que el 50 % de

los participantes opinarı́a que TC1 es mejor que TC2 en los aspectos evaluados y el

otro 50 % opinarı́a que es mejor TC2. Todas las medias están próximas a 3, por lo

podrı́a pensarse que, en media, los participantes opinan que TC1 y TC2 funcionan

igual en todos los aspectos. Más adelante probaremos mediante un contraste de

hipótesis que, efectivamente las medias pueden considerarse igual a 3.

Figura 6.21: Gráfico de medias con intervalos de confianza al 95 % para los distintos

aspectos

En la Figura 6.21 vemos el gráfico de los intervalos al 95 % de confianza de las

valoraciones medias, resultado que también puede verse de forma numérica en la

tabla de medias:
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Tabla de Medias

con 95,0 intervalos LSD

-------------------------------------------------------------------------

Error Estándar

Frec. Media (s agrupada) Lı́mite inf. Lı́mite sup.

-------------------------------------------------------------------------

Facilidad_uso 33 2,9697 0,190802 2,70382 3,23557

Identificación 129 2,9845 0,096504 2,85002 3,11897

Recuperación 32 3,03125 0,19376 2,76125 3,30125

Representación 33 3,0 0,190802 2,73412 3,26588

-------------------------------------------------------------------------

Total 227 2,99119

Vemos como todos los intervalos de confianza incluyen el valor 3. El corres-

pondiente a las valoraciones en la identificación de conceptos es más pequeño que

los demás, debido a esta variable posee mayor tamaño de muestra, ya que es el

resultado de unificar en una sola las valoraciones de la facilidad de identificación

de los 4 conceptos proporcionados.

A continuación realizamos contrastes de hipótesis para comprobar que, efecti-

vamente, podemos considerar que la media de las valoraciones en los cuatro aspec-

tos evaluados puede considerarse igual a 3.

En los cuatro casos se plantea un test bilateral para la media una muestra, basa-

do en el estadı́stico t de Student 1. En la hipótesis nula tenemos que comportamiento

de TC1 y TC2 se considere el mismo en el aspecto evaluado, es decir, que la media

de la valoraciones correspondientes a dicho aspecto sea igual a 3. Como hipótesis

alternativa tenemos que este comportamiento se considere diferente, o lo que es lo

mismo, que la media de las valoraciones sea distinta de 3.

En el caso de que la hipótesis nula se rechace en favor de la alternativa, plan-

tearemos un nuevo contraste unilateral, para ver si la valoración media es inferior

o superior a 3, lo que indicarı́a la preferencia de los participantes hacia una u otra

tag cloud.

1. Comparación de la facilidad de uso
Por lo tanto, el primer planteamiento de hipótesis que realizamos con respec-

1http://psico.fcep.urv.es/spss/inferencia/2medias.html
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to a la comparación en la facilidad de uso es el siguiente:{
H0 : TC1 es similar a TC2 (La media de Facilidad uso = 3)
H1 : TC1 no es similar a TC2 (La media de Facilidad uso 6= 3)

Los resultados obtenidos para dicho contraste son:

contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: no igual

Estadı́stico t = -0,17695

P-valor = 0,860663

No se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico de contraste t tiene un valor igual a -0.17695 y el p-valor es
de 0.860663, lo que indica que aceptamos la hipótesis nula para un nivel
de significación del 5 %, es decir, no existen evidencias para considerar que
TC1 y TC2 se comporten de forma diferente con respecto a su facilidad de
uso, según la opinión de los encuestados.

Como hemos aceptado la hipótesis nula, no es necesario plantear un contraste
unilateral.

2. Comparación de la identificación de conceptos
El contraste de hipótesis planteado es el siguiente:{

H0 : TC1 es similar a TC2 (La media de Identificación = 3)
H1 : TC1 no es similar a TC2 (La media de Identificación 6= 3)

Los resultados obtenidos para dicho contraste son:

contraste t

-----------

Hipótesis nula: media = 3,0
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Alternativa: no igual

Estadı́stico t = -0,160555

P-valor = 0,872697

No se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico de contraste t tiene un valor de -0.160555 y el p-valor es

0.872697, lo que indica que aceptamos la hipótesis nula para un nivel de

significación del 5 %, es decir, no existen evidencias significativas para con-

siderar que TC1 y TC2 se comporten de forma diferente con respecto a la

facilidad en la identificación de conceptos.

3. Comparación de la cantidad de información recuperada
Planteamos el siguiente contraste:{

H0 : TC1 es similar a TC2 (La media de Recuperación = 3)
H1 : TC1 no es similar a TC2 (La media de Recuperación 6= 3)

Los resultados obtenidos para dicho contraste son:

contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: no igual

Estadı́stico t = 0,182869

P-valor = 0,856091

No se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico de contraste t tiene un valor igual a 0.182869 y el p-valor es

de 0.856091, lo que indica que aceptamos la hipótesis nula para un nivel

de significación del 5 %, es decir, no existen evidencias para considerar que
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TC1 y TC2 se comporten de forma diferente con respecto a la cantidad de
información recuperada.

4. Comparación de la representación del contenido
Por último, planteamos un contraste de hipótesis para comprobar si los par-
ticipantes consideran que ambas tag clouds se comportan igual con respecto
a la precisión del contenido representado:{

H0 : TC1 es similar a TC2 (La media de Representación = 3)
H1 : TC1 no es similar a TC2 (La media de Representación 6= 3)

contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: no igual

Estadı́stico t = 0,0

P-valor = 1,0

No se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico experimental para este contraste tiene un valor igual a 0, con un
p-valor correspondiente igual a 1, por lo que de nuevo aceptamos la hipóte-
sis nula para un nivel de significación del 5 % y concluimos que no existen
evidencias significativas para considerar que TC1 y TC2 se comporten de
forma diferente con respecto a la representación del contenido de la informa-
ción.

En la Tabla 6.6 podemos ver un resumen de los resultados.

6.2 Evaluación Experimental sobre una Base de His-
torias Clı́nicas

En el ámbito médico, cada vez es más habitual contar con herramientas in-
formáticas que ayuden en la automatización de las tareas diarias y en la gestión de
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Resumen de los resultados
Comprobación de que las valoraciones dadas en la identificación de
conceptos son independientes del concepto relacionado
Test de independencia Chi-cuadrado{
H0 : Existe independencia

H1 : No existe independencia

Para un 5 % de significación:

χ2
exp = 10.06, p-valor=0.6109, ⇒ Aceptamos independencia (H0)

Comprobación de que la media de las valoraciones de los distintos aspectos
evaluados puede considerarse 3, esto es, TC1 y TC2 se comportan igual
Contraste de hipótesis para la media de una población{
H0 : TC1 similar a TC2 (Media = 3)

H1 : TC1 no similar a TC2 (Media 6= 3

Para un 5 % de significación:

• Facilidad de uso:

texp = −0.17695, p-valor=0.860663⇒ Aceptamos H0 (TC1 similar a TC2)

• Identificación de conceptos:

texp = −0.160555, p-valor=0.872697⇒ Aceptamos H0 (TC1 similar a TC2)

• Información recuperada:

texp = −0.182869, p-valor=0.856091⇒ Aceptamos H0 (TC1 similar a TC2)

• Representación del contenido:

texp = 0, p-valor=1⇒ Aceptamos H0 (TC1 similar a TC2)

Conclusión: La tag cloud que hemos generado de forma automática se consi-

dera similar que la creada por expertos en todos los aspectos evaluados, con la

ventaja de que no ha sido precisa la intervención humana para su generación.

Tabla 6.6: Resumen de los resultados obtenidos en el experimento de la Sección 6.1
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las historias clı́nicas. Si bien estas herramientas son imprescindibles para facilitar

la actividad del personal sanitario y modernizar sus sistemas de gestión, contribu-

yen a la acumulación de grandes volúmenes de información y al incremento de la

dificultad de procesarlos adecuadamente para que puedan llegar a transformarse en

información útil para los usuarios.

En gestión de urgencias, en intervenciones quirúrgicas, en recursos humanos

y en todos los demás ámbitos hospitalarios, cada dı́a se recoge gran cantidad de

información de la que es muy conveniente, incluso necesario, extraer conocimiento

que ayude en la gestión general del hospital, en la atención a los pacientes y en la

toma de decisiones.

El personal hospitalario no solicita simples resultados cuando realiza una con-

sulta sobre sus datos almacenados, sino conocimientos basados en agrupaciones

lógicas que permitan analizar la información bajo un determinado punto de vista

[MF08]. Sin embargo, los sistemas que gestionan la información en los hospitales

son, en este aspecto, claramente deficitarios.

En el caso de la información textual el problema se agrava, ya que esta infor-

mación está sujeta a un gran número de variaciones sintácticas, uso frecuente de

acronismos e incluso errores o recortes en la escritura, ocasionados por las prisas y

la escasez de tiempo. Y además, suele ser introducida por diferentes personas que

utilizan diversos patrones de escritura.

Es preciso contar con sistemas inteligentes que procesen los datos de forma

semántica, además de sintáctica, que añadan estructura, que faciliten la formulación

de consultas semánticas sobre los atributos textuales y que ofrezcan una interfaz

sencilla para la formulación de estas consultas, que no requieran conocimientos

previos para su uso y ahorren tiempo en la búsqueda de la información necesitada.

El uso de una tag cloud semántica, como la propuesta en esta memoria, serı́a

ideal en este contexto. Es por ello, que también nos hemos planteado realizar una

evaluación de nuestra metodologı́a sobre este tipo de datos, los cuales difieren de

los usados en el experimento de la Sección 6.1 en que están más desestructurados,

son más extensos y requieren una mayor limpieza.
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6.2.1 Descripción del Conjunto de Datos

Para la realización de este experimento contamos con datos anónimos de los

registros de Historias Clı́nicas Electrónicas del Hospital Clı́nico “San Cecilio” de

Granada, España. Estos datos han sido proporcionados por el mismo hospital y se

han almacenado en una base de datos relacional que cuenta con varias tablas. Es-

cogemos como punto de partida la tabla que recoge la información referente a las

intervenciones quirúrgicas y que comprende 24481 registros. Los atributos princi-

pales de esta tabla son “Diagnóstico” e “Intervención Propuesta”, cuyo contenido

es texto corto compuesto por una o más frases.

6.2.2 Descripción de la Metodologı́a

Como en el experimento anterior (Sección 6.1) se probó que la mejor configu-

ración para la generación de la tag cloud se alcanzaba con la estructura WAPO,

tras la aplicación de los preprocesamientos sintáctico y semántico y representando

únicamente los itemsets maximales, usaremos en este experimento esa misma con-

figuración.

Preprocesamiento
La mayor parte del preprocesamiento se llevó a cabo como parte de la tesis

del Dr. Sandro Martı́nez Folgoso [MF08], que utilizó estos mismos datos para un

experimento donde se contrastaba la estructura-AP. Nosotros los hemos tomado ya

limpios para la generación de la estructura WAPO y su visualización.

Resumiremos brevemente en qué consistió este preprocesamiento, para más

detalles se puede consultar la tesis arriba citada.

Igual que para el experimento de la Sección 6.1, se comenzó empleando un pre-

procesamiento sintáctico consistente en la aplicación de los filtros de tokenización,

eliminación de Stop Words y lematización simple para eliminar formas de género

y plural a los datos brutos.

Posteriormente, se aplicó un preprocesamiento semántico, para el cual se crea-

ron ficheros auxiliares con la ayuda de expertos, conteniendo los sinónimos y

acrónimos propios del lenguaje especı́fico del entorno hospitalario.
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Por ejemplo, el término “IZQUIERDO”, aparecı́a en el texto original con to-

das las siguientes formas (consideradas sinónimos en el fichero auxiliar): IZQ, IZ-

DA, IZDO, IZQD, IZQDO, IZQDA, IZ, IZQIERDO, IZQU, IZQUI, IZQUERDO,

HIZQ, IZQ1UIERDA, IZQUIE, IZQUIEDO, IZQUIER, IZQUIERA, IZQUIERD,

IZQUIERDOP, IZQUIERTDO, IZQUIRDO, IZQUUIERDO, IZQUIERDA. Y to-

do eso sin considerar las distintas variantes al mezclar mayúsculas y minúsculas.

El fichero de acrónimos utilizado, cumplı́a la función principal de obtener los

acrónimos sin los puntos intermedios que separan las letras que los componen. Esta

labor es necesaria dado que el punto se considera como separador de dos frases en

una misma tupla.

En la Tabla 6.7 podemos ver una muestra de los acrónimos contenidos en dicho

fichero.

Acrónimo Término
EECC Extracción extracapsular del cristalino

LIO Lente intraocular

OI Ojo izquierdo

EBA Exploración bajo anestesia

CP Cámara posterior

PA Peritonitis aguda

Tabla 6.7: Ejemplos de acrónimos encontrados en el texto original

El preprocesamiento semántico consistió, básicamente, en eliminar los puntos

de separación de las letras en los acrónimos y en sustituir los sinónimos encon-

trados en el texto original por un representante canónico (en el ejemplo visto para

“IZQUIERDO”, todas esas distintas formas de escribir el término, se sustituyeron

por una sola: “IZQUIERDO”).

En la Tabla 6.8 tenemos un ejemplo de cómo queda el texto limpio tras aplicar

los preprocesamientos sintáctico y semántico descritos.

Generación de la Forma Intermedia de Representación y Visualización

El atributo textual a procesar escogido es “Intervención Propuesta” de la tabla

de intervenciones quirúrgicas.
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Texto corto Texto corto modificado
AMPUTACION 4 DEDO PIE IZDO AMPUTACION 4 DEDO PIE IZQUIERDO

ENDORREDUCCION DE F.A.V. ENDORREDUCCION DE FAV

legrado LEGRADO

Mastectomia mas D.A. MASTECTOMIA MAS DA

Tabla 6.8: Ejemplo de limpieza del texto original

Hemos extraı́do la estructura WAPO con la herramienta descrita en la Sección
5.5.3 para distintos valores de soporte y para la visualización se ha usado el pro-
grama descrito en la Sección 5.5.4.

Para decidir qué valor de soporte utilizamos, hemos realizado otra vez un análi-
sis de ensayo y error, con la ayuda del mismo grupo de expertos que evaluaron el
soporte de las tag clouds del experimento anterior.

Usando valores pequeños para el soporte (Figuras 6.22 y 6.23), el número de
términos en la visualización se ha considerado demasiado grande, lo que impide
distinguirlos claramente. Para valores mayores (Figuras 6.26 y 6.27), se pierden
términos importantes en la visualización, por lo que los soportes más adecuados
son los que se han empleado en las Figuras 6.24 y 6.25, que conservan un número
aceptable de términos, pero no tantos como para dificultar su identificación.

Finalmente, seleccionamos la estructura correspondiente a un 0.3 % de soporte
(Figura 6.24), que contiene más información que la correspondiente al 0.4 % (Fi-
gura 6.25), pero mantiene un número aceptable de términos en la visualización.
Como vemos, se observan palabras como “Izquierdo” o “Derecho”, que adquieren
una relevancia desmesurada y sin embargo, no aportan información. Para eliminar
estas palabras aplicamos el postprocesamiento.

Postprocesamiento
Las reglas que se vieron en la Sección 5.4 para determinar cuando un item-

set deberı́a aparecer en la tag cloud atendiendo a su categorı́a gramatical, estaban
pensadas para el idioma inglés. Para el español son básicamente las mismas, se em-
pieza eliminando los verbos y adverbios, ası́ como los adjetivos que aparecen por
sı́ solos, sin acompañar a ningún nombre.
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Figura 6.22: Tag Cloud generada para un 0.05 % de soporte

251
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Figura 6.23: Tag Cloud generada para un 0.1 % de soporte
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Figura 6.24: Tag Cloud generada para un 0.3 % de soporte
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Figura 6.25: Tag Cloud generada para un 0.4 % de soporte
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Figura 6.26: Tag Cloud generada para un 0.5 % de soporte

Figura 6.27: Tag Cloud generada para un 1 % de soporte
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La única diferencia es que en español, el adjetivo puede ir tanto delante como

detrás del nombre. El conjunto de reglas queda entonces de la siguiente forma:

Itemsets de nivel uno: Se consideran buenos candidatos si son nombres [N].

Itemsets de nivel dos: Se consideran buenos candidatos si se componen de

dos nombres [NN] o de un adjetivo y un nombre: [AN] y [NA].

Itemsets de ninvel n: Se consideran buenos candidatos si están compues-

tos por una combinación válida de términos en los niveles previos, más un

nombre o un adjetivo. Para el nivel tres tendrı́amos: [NNN], [ANN], [NNA],

[NAN], [ANN], [AAN] y [ANA].

Este postprocesamiento no se ha automatizado por no contar con ningún etique-

tador en español para poder identificar la categorı́a gramatical de las palabras. Se ha

realizado de forma manual, a la espera de conseguir hacerlo de manera automática.

Terminado el postprocesamiento, hemos dado color a las etiquetas de forma que

sea más fácil distinguirlas, hemos optado por el color negro para los monotérminos

y el rojo para los multitérminos en distintas tonalidades dependiendo de la cardi-

nalidad de los mismos. De esta forma queda una tag cloud estética en la que los

colores cumplen una funcionalidad (ver Figura 6.28).

6.2.3 Resultados

Evaluación a través de Métricas
Para este experimento se han calculado las mismas métricas que en el de la

Sección 6.1.

Para el cálculo de la precisión y la exhaustividad, previamente es necesario

anotar los registros del atributo textual con las etiquetas más apropiadas de la tag

cloud para ası́ conocer cuáles deberı́an recuperarse con cada una de estas etiquetas.

Como las restricciones de tiempo no nos permiten anotar los 24481 registros,

hemos seleccionado una muestra de 500, tamaño que corresponde con un error

relativo del 4.35 % para una confianza del 95 %.
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Figura 6.28: Tag cloud con soporte 0.3 % tras postprocesamiento y color

Las anotaciones se han llevado a cabo por un grupo de expertos en el campo

de la salud, a los cuales se les han proporcionado los datos de la muestra y una tag

cloud generada a partir de éstos que contiene las etiquetas con las que anotar los

registros.

En la Tabla 6.9 se muestran las medias de precisión, exhaustividad y F1 Score
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calculadas. Este cálculo se ha realizado considerando dos tipos distintos de consul-
ta:

Tipo I.- Recupera todas las entradas en que los términos aparecen en el orden
estricto de adyacencia que tienen en las etiquetas.

Tipo II.- Recupera todas las entradas en que los términos aparecen en el
mismo orden que tienen en las etiquetas, sin tener por qué respectar la adya-
cencia estricta

Tipos de Consulta Precisión Exhaustividad F1 Score
Tipo I 0.940 0.780 0.823

Tipo II 0.990 0.870 0.904

Tabla 6.9: Precisión media, exhaustividad y F1 Score para la tag cloud de la Figura

6.28 para distintos tipos de consulta

Vemos que los valores de precisión, exhaustividad y F1 Score son muy buenos
en los dos casos, siendo un poco más altos para la consulta de tipo II.

Se obtiene mejor valor para la precisión que para la exhaustividad, lo que quiere
decir que casi todas las entradas que se recuperan son relevantes, aunque queda una
pequeña proporción de entradas relevantes que no se recuperan.

A continuación calculamos las métricas de cobertura, solapamiento y balance

con las fórmulas proporcionadas por Venetis et al. [Ven11] y el mismo plantea-
miento realizado en el experimento de la Sección 6.1.

Además de la cobertura total de la tag cloud, se ha calculado la cobertura

media por etiqueta o término, entendida ésta como la fracción de texto original
representada, en media, por cada etiqueta en la tag cloud.

En la Tabla 6.10 podemos ver los valores obtenidos.

Cobertura Cobertura por Etiqueta Solapamiento Balance
0.58793 0.00706 0.00003 0.05022

Tabla 6.10: Cobertura, solapamiento y balance de la tag cloud de la Figura 6.28

En este caso la cobertura no es tan buena como en el experimento de la Sección
6.1 debido a que la base de datos es mucho más extensa y heterogénea, por lo que
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muchos de los registros no alcanzan representación en la tag cloud a causa de sus

bajas frecuencias en comparación con el resto. Para ser un conjunto de datos con

estas caracterı́sticas, una cobertura cercana al 60 % es un valor bastante bueno.

El solapamiento es prácticamente 0, por lo que las distintas etiquetas represen-

tan diferente información.

Por último, el valor obtenido en la métrica de balance indica que la tag cloud

es desequilibrada, lo que como ya vimos, es un caracterı́stica intrı́nseca de este tipo

de representación.

Encuesta de Satisfacción y Análisis Estadı́stico
Para evaluar el nivel de satisfacción de los usuarios con la tag cloud, hemos

llevado a cabo la realización de una encuesta.

Participantes

El tamaño mı́nimo de muestra requerido para obtener un error absoluto inferior

a 0.5 unidades, considerando una desviación tı́pica igual a 1 y una confianza del

95 %, es de 18 participantes, como se vio en el experimento de la Sección 6.1.

En este caso hemos conseguido un total de 23 participantes anónimos con for-

mación y experiencia en distintas áreas de la medicina.

Procedimiento

Se ha contactado a través del correo electrónico con diversos especialistas soli-

citándoles colaboración, a los cuales se les ha proporcionado un enlace a una página

web en la que hemos habilitado la herramienta para su experimentación y posterior

evaluación. En esta misma página hemos incrustado un formulario con unas breves

instrucciones y las preguntas a responder.

En el Apéndice B.2 se muestra el contenido completo de la página.

Las cuestiones planteadas son similares a las de la encuesta del experimento

anterior, con la diferencia de que ahora el propósito es evaluar la tag cloud sin

compararla con ninguna otra. Éstas se formulan como afirmaciones con las que el

encuestado debe expresar su grado de acuerdo.

Las cuatro primeras afirmaciones son las siguientes:
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1. La tag cloud presentada me parece intuitiva y de fácil uso

2. La tag cloud presentada aporta información sobre el contenido de la base de
datos

3. La información recuperada con las etiquetas de la tag cloud es coherente con
dichas etiquetas.

4. Una tag cloud como la presentada me ayudarı́a a realizar búsquedas en una
base de datos médica

Esta vez no hemos podido establecer ninguna cuestión sobre la cantidad global
de información recuperada ya que el encuestado no conoce el contenido de la base
de datos. En lugar de eso se ha preguntado sobre la coherencia de esta información.

Las cuatro últimas están relacionadas con la facilidad para identificar concep-
tos. Se formulan de la siguiente forma:

5-8. Me resulta fácil identificar un concepto en la tag cloud relacionado con... (de-

finiciones en Tabla 6.11).

Definiciones proporcionadas en las afirmaciones 5-8 Término
1 Intervención quirúrgica para el nacimiento de un bebé Cesárea

2 Aborto quirúrgico o tratamiento tras aborto Legrado obstétrico

3
Operación quirúrgica que tiene por objeto la reconstrucción

Artroplastia total
completa de una articulación obstruida o anquilosada

4 Técnica muy utilizada en la operación de cataratas Facoemulsificación

Tabla 6.11: Definición de conceptos y objetos esperados a identificar en la tag cloud

de la Figura 6.28

Se han elegido estos 4 conceptos por estar situados en distintas partes de la
visualización y con diferentes tamaños.

El grado de acuerdo con estas afirmaciones se expresa a través de una califica-
ción numérica del 1 al 5, donde el 1 indica estar “completamente en desacuerdo”
y el 5 “completamente de acuerdo”. Atendiendo a esta clasificación, las correspon-
dencias del grado de acuerdo y las calificaciones emitidas serı́an las siguientes:
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1: Completamente en desacuerdo

2: En desacuerdo

3: Indiferente

4: De acuerdo

5: Completamente de acuerdo

Por último, se pide a los participantes que emitan algunas sugerencias sobre los
aspectos a mejorar.

Análisis Estadı́stico y Resultados
Igual que en el experimento de la Sección 6.1, empezaremos probando si las

valoraciones sobre la facilidad de identificación de conceptos son independientes
del concepto proporcionado.

Comenzamos mostrando un resumen estadı́stico con la media, mediana y moda
de las cuatro variables que recogen estas valoraciones.

Resumen Estadı́stico

Frecuencia Media Mediana Moda

-------------------------------------------------------------------------

concepto1 23 4,0 4,0 4,0

concepto2 23 4,08696 4,0 4,0

concepto3 23 3,82609 4,0 4,0

concepto4 23 3,95652 4,0 4,0

-------------------------------------------------------------------------

Total 92 3,96739 4,0 4,0

Vemos que la media de los cuatro conceptos está próxima a 4, lo que indicarı́a
que los participantes, en media, están “de acuerdo” en que les resulta fácil identifi-
car en la tag cloud cada uno de ellos en función de sus definiciones.

Al ser todas las medianas iguales a 4, esta media es muy representativa y tam-
bién 4 ha sido el grado de acuerdo expresado por la mayorı́a de los participantes
con la afirmación de que resulta fácil identificar los conceptos, como indica el valor
de la moda.

261
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Podemos ver este resultado de forma más precisa a través de intervalos de con-
fianza para las medias (ver gráficamente en Figura 6.29):

Tabla de Medias

con 95,0 intervalos LSD

-------------------------------------------------------------------

Error Estándar

Frec. Media (s agrupada) Lı́mite inf. Lı́mite sup.

-------------------------------------------------------------------

concepto1 23 4,0 0,224585 3,68441 4,31559

concepto2 23 4,08696 0,224585 3,77136 4,40255

concepto3 23 3,82609 0,224585 3,51049 4,14168

concepto4 23 3,95652 0,224585 3,64093 4,27211

-------------------------------------------------------------------

Total 132 3,96739

Vemos como todos los intervalos contienen el valor 4 y en cualquier caso, to-
man valores mayores a 3. El solapamiento de los intervalos indicarı́a que las cuatro
medias se pueden considerar iguales a ese nivel de confianza.

En el gráfico de cajas y bigotes (Figura 6.30) podemos ver que el primer cuartil
es igual o superior a 3 para las cuatro variables.

El test de independencia Chi-cuadrado indica que podemos aceptar la hipótesis
de que las valoraciones en la facilidad en la identificación de conceptos son in-
dependientes del concepto proporcionado (estadı́stico de contraste igual a 9.16 y
p-valor de 0.6888):

Contraste de Chi-cuadrado

------------------------------------------

Chi-cuadrado GL P-Valor

------------------------------------------

9,16 12 0,6888

------------------------------------------

El valor del coeficiente de contingencia es 0.3010, que al estar más cerca de 0
que de 1, señaları́a esta misma independencia:

Valor

----------------------------------

Coef. Contingencia 0,3010
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Figura 6.29: Gráfico de medias con intervalos de confianza al 95 % para la identifica-

ción de conceptos

Figura 6.30: Gráfico de cajas y bigotes para la identificación de conceptos
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A continuación unificamos los valores obtenidos en las cuatro variables sobre
la identificación de conceptos en una sola, al haber probado la independencia del
concepto.

Considerando las demás, tendrı́amos en total cinco variables que analizar:

1. Facilidad uso: mide si la tag cloud es intuitiva y fácil de usar

2. Identificación: evalúa si es sencilla la identificación de conceptos de forma
global

3. Recuperación: determina si la información recuperada es coherente con las
etiquetas

4. Representación: constata si la tag cloud representa el contenido adecuada-
mente

5. Utilidad búsqueda: comprueba si los usuarios emplearı́an la herramienta pa-
ra realizar búsquedas sobre bases de datos médicas

En las Figuras 6.31, 6.32, 6.33, 6.34 y 6.35 podemos ver los diagramas de barras
y los gráficos de sectores de cada de estas variables.

Figura 6.31: Diagrama de barras y gráfico de sectores para Facilidad uso

A la vista de las figuras, es fácil darse cuenta que los porcentajes más altos
corresponden a los valores 4 y 5 en las cuatro primeras variables. Para la variable
Utilidad búsqueda el porcentaje más alto es para el valor 3, pero éste no supera la
suma de los porcentajes correspondientes a los valores 4 y 5. En todos los casos,
podemos decir que más del 60 % de los encuestados emite valoraciones positivas (4
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Figura 6.32: Diagrama de barras y gráfico de sectores para Identificación

Figura 6.33: Diagrama de barras y gráfico de sectores para Recuperación

Figura 6.34: Diagrama de barras y gráfico de sectores para Representación

o 5) y este porcentaje es mucho mayor para las tres primeras variables, alcanzando

casi un 90 % para Facilidad uso y superándolo con Recuperación.

En el gráfico de cajas y bigotes de la Figura 6.36 vemos que el valor del primer

cuartil es 4 para las tres primeras variables y 3 para las dos últimas. En todas ellas,

el valor 1 se considera atı́pico, en los tres primeros casos también se considera

atı́pico el 2 y para Facilidad uso también el 3.

En el siguiente resumen estadı́stico se muestra la media, mediana y moda de las
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Figura 6.35: Diagrama de barras y gráfico de sectores para Utilidad búsqueda

variables:

Resumen Estadı́stico

Frecuencia Media Mediana Moda

--------------------------------------------------------------

Facilidad_uso 23 4,26087 5,0 4,0

Identificación 92 3,96739 4,0 4,0

Recuperación 23 4,21739 4,0 4,0

Representación 21 3,90476 4,0 4,0

Utilidad_búsqueda 23 3,86957 4,0 3,0

--------------------------------------------------------------

Total 182 4,03315 4,0 4,0

Vemos que la media está cercana a 4 en todos los casos. El mejor valor obtenido
es para la variable Facilidad uso que tiene una media de 4.26 y una mediana igual
a 5. Esto significa que de todas las afirmaciones realizadas, aquella con la que
están más de acuerdo los participantes es con la que manifiesta que la tag cloud es
intuitiva y fácil de usar. El grado de acuerdo parece ser muy bueno con todas ellas.
Corroboremos este resultado mediante los intervalos de confianza para la media
(ver gráficamente en Figura 6.37):
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Figura 6.36: Gráficos de cajas y bigotes de las variables

Tabla de Medias

con 95,0 intervalos LSD

-------------------------------------------------------------------------

Error Estándar

Frec. Media (s agrupada) Lı́mite inf. Lı́mite sup.

-------------------------------------------------------------------------

Facilidad_uso 23 4,26087 0,20659 3,97257 4,54917

Identificación 92 3,96739 0,103861 3,85506 4,14494

Recuperación 23 4,21739 0,20659 3,92909 4,50569

Representación 21 3,90476 0,216204 3,60305 4,20647

Utilidad_búsqueda 23 3,86957 0,20659 3,58127 4,20647

-------------------------------------------------------------------------

Total 182 4,03315

El intervalo de confianza que contiene valores más altos es el correspondiente

a Facilidad uso. Vemos que todos los intervalos toman valores mayores a 3, por lo

que en ningún caso la media podrı́a considerarse igual o inferior a 3 para un 95 %

de confianza, lo que indicarı́a que, en media, los participantes estarı́an de acuer-

do con todas las afirmaciones realizadas. Corroboraremos este resultado mediante

contrastes de hipótesis.
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Figura 6.37: Gráfico de medias con intervalos de confianza al 95 % para los distintos

aspectos

El contraste que se plantea es un test unilateral para la media de una muestra,

que será el mismo para cada una de las cinco variables. En la hipótesis nula tendre-

mos que la media sea igual a 3 y en la alternativa que sea superior. En el caso de

rechazar la hipótesis nula en favor de la alternativa, habremos demostrado que, en

media, los participantes están de acuerdo con las declaraciones formuladas sobre

las capacidades de la tag cloud.

1. La tag cloud presentada es intuitiva y fácil de usar{
H0 : La media de Facilidad uso = 3
H1 : La media de Facilidad uso > 3

Los resultados obtenidos para dicho contraste son:

contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: mayor que

Estadı́stico t = 5,98804

P-valor = 0,00000250557
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Se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico de contraste t tiene un valor igual a 5.98804 y el p-valor es
de 2.5 · 10−6, que como es menor de 0.05, rechazamos la hipótesis nula y
concluimos que hay evidencias significativas para aceptar que la media de
Facilidad uso es superior a 3, con un 5 % de significación.

2. Me resulta fácil identificar en la tag cloud los conceptos proporcionados{
H0 : La media de Identificación = 3
H1 : La media de Identificación > 3

Los resultados obtenidos para dicho contraste son:

contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: mayor que

Estadı́stico t = 9,33422

P-valor = 0,0

Se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico de contraste t tiene un valor de 9.33422 y el p-valor es 0.0, por
lo que de nuevo rechazamos la hipótesis nula en favor de la alternativa. Con
un 5 % de significación, tenemos evidencias para concluir que la media de
Identificación es superior a 3.

3. La información recuperada con las etiquetas de la tag cloud es coherente
con dichas etiquetas{

H0 : La media de Recuperación = 3
H1 : La media de Recuperación > 3

Los resultados obtenidos para dicho contraste son:
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contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: mayor que

Estadı́stico t = 6,47025

P-valor = 8,24563E-7

Se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico de contraste t tiene un valor igual a 6.47025 y el p-valor es de
8.25 · 10−7, por lo que se rechaza la hipótesis nula para un 5 % de significa-
ción.

4. La tag cloud presentada aporta información sobre el contenido de la ba-
se de datos {

H0 : La media de Representación = 3
H1 : La media de Representación > 3

contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: mayor que

Estadı́stico t = 4,16603

P-valor = 0,000238578

Se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico experimental para este contraste tiene un valor igual a 4.16603,
con un p-valor correspondiente igual a 2.3 · 10−4. Rechazamos la hipótesis
nula concluyendo que existen evidencias para considerar la media de Repre-

sentación mayor que 3, con un 5 % de significación.
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5. Una tag cloud como la presentada me ayudarı́a a realizar búsquedas en
una base de datos médica{

H0 : La media de Utilidad búsqueda = 3
H1 : La media de Utilidad búsqueda > 3

contraste t

-----------

Hipótesis nula: media = 3,0

Alternativa: mayor que

Estadı́stico t = 4,5344

P-valor = 0,0000817716

Se rechaza la hipótesis nula para alpha = 0,05.

El estadı́stico experimental tiene un valor igual a 4.5344 y el p-valor del con-

traste es 8.1 · 10−5, por lo que se rechaza la hipótesis nula y se concluye que

para este nivel de significación podemos afirmar que la media de la variable

Utilidad búsqueda es superior a 3.

Los p-valores tan pequeños en todos los contrastes indican que si hubiéramos

disminuido la significación hasta un 1 % o inferior, el resultado hubiera seguido

siendo el mismo.

Con esto hemos demostrado que la media de todas las variables es mayor que 3,

lo que equivale a decir que los participantes están de acuerdo con las afirmaciones

realizadas sobre las capacidades de la tag cloud:

1. Resulta intuitiva y fácil de usar

2. Representa de forma adecuada el contenido

3. Recupera información coherente
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4. Ayuda en la realización de búsquedas

5. Es fácil la identificación de conceptos

En la Tabla 6.12 podemos ver un resumen de los resultados.

6.3 Otras Evaluaciones Experimentales
En esta sección presentamos otros ejemplos de tag clouds obtenidas con nuestra

propuesta sobre textos cortos de distinta temática. La calidad de éstas se pone de

manifiesto mediante el cálculo de algunas métricas [TP13a].

Los ejemplos que mostramos corresponden con los conjuntos de datos:

1. CCIA. En esta tabla se almacenan 500 tı́tulos de artı́culos cientı́ficos relacio-

nados con la temática de ciencias de la computación e inteligencia artificial.

2. MEDLINE. Este conjunto de datos contiene 500 tı́tulos de artı́culos cientı́fi-

cos relacionados con la temática biomédica.

3. SPORT. En esta tabla se recogen 500 tı́tulos de noticias sobre deportes pro-

cedentes de la agencia de noticias “Reuters”, con sede en Reino Unido.

4. MISC. En este conjunto se incluyen 500 tı́tulos seleccionados aleatoriamente

de los tres conjuntos anteriores.

A cada uno de estos conjuntos de datos se le ha aplicado un preprocesamien-

to sintáctico y semántico con las herramientas descritas en las Secciones 5.5.1 y

5.5.2 y se ha obtenido la estructura WAPO como forma intermedia de representa-

ción. Tras un análisis visual, el soporte mı́nimo establecido para la selección de las

item-seqs frecuentes es de 0.015 para el conjunto CCIA y 0.01 para los demás. La

visualización de las tag clouds se muestra en la Figura 6.38.

De nuevo hemos usado las métricas adaptadas de Venetis et al. [Ven11] para el

caso hipotético en que una consulta recupera todo el contenido de una columna de

datos, ya que estos autores formulan las métricas para la tag cloud que se construye

a partir de una consulta previa y nosotros la construimos a partir de la columna
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Resumen de los resultados
Comprobación de que las valoraciones dadas en la identificación de
conceptos son independientes del concepto relacionado
Test de independencia Chi-cuadrado{
H0 : Existe independencia

H1 : No existe independencia

Para un 5 % de significación:

χ2
exp = 9.16, p-valor=0.6888, ⇒ Aceptamos independencia (H0)

Comprobación de que la media del grado de acuerdo con las afirmaciones
sobre las capacidades de la tag cloud puede considerarse superior a 3,
esto es, los participantes estan de acuerdo con dichas afirmaciones
Contraste de hipótesis para la media de una población{
H0 : Media = 3

H1 : Media > 3

Para un 5 % de significación:

• La tag cloud presentada es intuitiva y fácil de usar.

texp = 5, 98804, p-valor=2.5 · 10−6⇒ Rechazamos H0 ⇒
Deacuerdo con afirmación. Media muestral = 4,26087
• Me resulta fácil identificar en la tag cloud los conceptos proporcionados.

texp = 9, 33422, p-valor=0.0⇒ Rechazamos H0 ⇒
Deacuerdo con afirmación. Media muestral = 3,96739
• La información recuperada con las etiquetas de la tag cloud es coherente

con dichas etiquetas

texp = 6, 47025, p-valor=8.25 · 10−7⇒ Rechazamos H0 ⇒
Deacuerdo con afirmación. Media muestral = 4,21739
• La tag cloud presentada aporta información sobre el contenido de la base

de datos.

texp = 4, 16603, p-valor=2.3 · 10−4⇒ Rechazamos H0 ⇒
Deacuerdo con afirmación. Media muestral = 3,90476
• Una tag cloud como la presentada me ayudarı́a a realizar búsquedas en una

base de datos médica.

texp = 4, 5344, p-valor=8.1 · 10−5⇒ Rechazamos H0 ⇒
Deacuerdo con afirmación. Media muestral = 3,86957

Tabla 6.12: Resumen de los resultados obtenidos en el experimento de la Sección 6.2
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(a) Tag cloud para CCIA (b) Tag cloud para MEDLINE

(c) Tag cloud para SPORT (d) Tag cloud para MISC

Figura 6.38: Tag clouds obtenidas para diferentes conjuntos de datos

completa (ver Secciones 2.1.4 y 6.1.3). Las métricas calculadas son la de cobertura,

solapamiento y balance.

Igual que en el experimento de la Sección 6.2 hemos calculado la cobertura

total de la tag cloud y la cobertura media por etiqueta.

En la Tabla 6.13 podemos ver los valores de estas métricas para los cuatro

conjuntos diferentes de datos.

Como vemos, los valores de cobertura son mayores cuando los datos son más

homogéneos; es el caso de los conjuntos CCIA y MEDLINE. Para datos hete-
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Cobertura Cobertura por Etiqueta Solapamiento Balance
CCIA 0.812 0.03586 0.00120 0.07792

MEDLINE 0.860 0.03510 0.00157 0.01960

SPORT 0.668 0.02283 0.00048 0.09803

MISC 0.628 0.02226 0.00052 0.11538

Tabla 6.13: Métricas de cobertura, solapamiento y balance de las tag clouds de la

Figura 6.38

rogéneos como los de SPORT y MISC, que contienen información de temas más

variados, los valores de cobertura son menores. El solapamiento es bueno en to-

dos los casos, cercano a 0. Esto se debe en parte al uso de las componentes mul-

titérmino, que ayudan en la contextualización de la información. Los conjuntos

con mayor solapamiento son los más homogéneos mientras los más heterogéneos

tienen un solapamiento menor.

Finalmente, observamos que todas las tag clouds son no equilibradas, hecho

habitual cuando no se fuerza ningún tipo de criterio y no se adapta el soporte para

hacer que las etiquetas representen un número similar de objetos. Nuestra intención

no es mejorar el balance, ya que ello implicarı́a tamaños de fuente homogéneos en

la visualización, impidiendo la posibilidad de destacar los temas más relevantes y

de representar los términos frecuentes menos comunes.

6.4 Resumen y Conclusiones
En este capı́tulo se han realizado varias evaluaciones experimentales para pro-

bar nuestra metodologı́a.

El primer experimento se ha desarrollado sobre un conjunto de datos formado

por artı́culos de la revista “Security and Communication Networks”, de Wiley. Se

ha elegido este conjunto debido a que Wiley proporciona una tag cloud en su sitio

web para navegar por los contenidos de esta revista, ası́ tenemos una tag cloud

de referencia, creada por expertos, con la que comparar la obtenida con nuestra

metodologı́a.

Para esta comparación, hemos generado distintas tag clouds variando aspec-

tos como el tipo de preprocesamiento empleado, la estructura representada o el
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atributo procesado. La elegida como candidata para rivalizar con la de Wiley, ha

sido la obtenida con la estructura WAPO, después de aplicar los preprocesamientos

sintáctico y semántico. El atributo seleccionado ha sido el atributo que contenı́a las

keywords de los artı́culos, ya que Wiley construye sus tag clouds también a partir

de keywords.

Para confrontarlas desde el punto de vista de la recuperación de información,

se ha calculado la precisión, exhaustividad y F1 Score, obteniendo una F1 similar

para ambas visualizaciones.

También se han calculado las métricas de cobertura, solapamiento y balance,

consiguiendo mayor cobertura con nuestra tag cloud y prácticamente el mismo

solapamiento y balance.

Para finalizar este experimento, se ha llevado a cabo un estudio de usuario, en el

que se ha seleccionado una muestra de participantes a los que se les ha pedido hacer

unas determinadas tareas con ambas tag clouds con el objeto de compararlas. Los

resultados de este estudio muestran que, desde el punto de vista de los participan-

tes, ambas tag clouds pueden considerarse iguales para los objetivos propuestos,

conclusión que es altamente satisfactoria, ya que hemos conseguido generar una

visualización similar a la creada por expertos que además tiene las siguientes ven-

tajas:

Se genera automáticamente sin ningún tipo de intervención humana

Posee mayor cobertura

Todos los términos recuperan información relevante, lo cual no ocurre en la

de referencia

Este experimento puede verse en [TP13b].

Una vez que hemos probado la eficiencia de la metodologı́a, la hemos aplicado

sobre una base de historias clı́nicas de un hospital universitario. Estos datos se

diferencian de los anteriores en que están más desorganizados, son más extensos y

acarrean mayores necesidades de limpieza.

La tag cloud generada ofrece buenos valores para todas las métricas calculadas.

También en este caso se ha realizado una encuesta de satisfacción con usuarios
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expertos mediante la que se ha efectuado una estimación del grado de acuerdo con
las siguientes afirmaciones:

1. La tag cloud presentada me parece intuitiva y de fácil uso

2. La tag cloud presentada aporta información sobre el contenido de la base de
datos

3. La información recuperada con las etiquetas de la tag cloud es coherente con
dichas etiquetas.

4. Una tag cloud como la presentada me ayudarı́a a realizar búsquedas en una
base de datos médica

5. Me resulta fácil identificar un concepto en la tag cloud relacionado con...
(cuatro definiciones distintas...).

Tras analizar los datos recogidos con esta encuesta, el resultado es que, en me-
dia, los usuarios están “de acuerdo” con todas las afirmaciones, siendo las medias
cercanas a 4 en todos los casos, medido el grado de acuerdo con calificaciones del
1 al 5, donde 1 significa estar “completamente en desacuerdo” y el 5 “completa-
mente de acuerdo”. Con esto hemos probado que la herramienta cumplirı́a todas
las funciones para las que ha sido diseñada.

Por último, hemos visto otros experimentos que demuestran que todas las tag

clouds generadas con nuestra metodologı́a ofrecen en general buenos valores para
las métricas de cobertura y solapamiento. Estos experimentos se encuentran publi-
cados en [TP13a].
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CAPÍTULO

7
Conclusiones y Trabajos

Futuros

En esta tesis se ha presentado una metodologı́a para obtener de forma automáti-

ca una representación visual de información textual con propósitos de resumen,

consulta y recuperación. Esta metodologı́a implica las siguientes tareas:

1. Preprocesamiento sintáctico y semántico

2. Generación de una forma intermedia de representación

3. Postprocesamiento

4. Visualización a través de una tag cloud

Hay que destacar que se emplean componentes multitérmino, que aportan se -

mántica y que la metodologı́a posee una fundamentación teórica y está claramente

definida, con lo que la visualización obtenida se distingue de otras, principalmente

de la tag cloud monotérmino, que es la que encontramos en Internet con mayor

frecuencia.
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Ası́ pues, podemos asegurar que se han alcanzado los objetivos especı́ficos que

se fijaron al principio de la memoria (Sección 1.2). Detallando un poco más, debe-

mos resaltar las siguientes aportaciones:

1. Se han estudiado los antecedentes del problema planteado y de su solución.

Se ha hecho un profundo repaso de los antecedentes de la tag cloud como

interfaz visual, de los sistemas basados en tagging que fueron los que popu-

larizaron esta herramienta y de los mecanismos existentes para dar semántica

a las etiquetas en la tag cloud. También se han visto los antecedentes de la

estructura-AP como forma matemática intermedia, comentando sus ventajas

y sus principales limitaciones: ponderación y orden.

2. Se han establecido las definiciones formales de las extensiones esta estructu-

ra: estructuras WAP, APO y WAPO. Estas extensiones surgen de la inclusión

de la ponderación (WAP), del orden estricto de adyacencia (APO) o de am-

bos (WAPO).

También se han definido los ı́ndices de acoplamiento fuerte y débil de un

conjunto con la estructura APO, como medidas de bondad del acoplamiento,

operación que reviste de especial importancia en la consulta.

Se ha desarrollado un amplio ejemplo en el que se ha comparado las es-

tructura monotérmino ponderada con la WAP y WAPO, resaltando todos los

aspectos en que estas últimas mejoran a la primera y comparándolas entre sı́,

especificando cuando resulta más útil usar cada una de ellas.

También se ha ilustrado el proceso de consulta, calculando las subestructuras

inducidas para cada tupla (lo que nos da su TDA) y las subestructuras indu-

cidas a partir de las estructuras globales para algunos términos de consulta,

subestructuras que representan la información recuperada.

3. Hemos estudiado la obtención de la forma intermedia a través de las impli-

caciones frecuentes de los términos frecuentes de nivel uno como método

alternativo al algoritmo Apriori, concluyéndose que la conveniencia de usar

uno u otro método dependerá de las caracterı́sticas del texto en que se apli-

que.
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4. Se ha especificado la metodologı́a y la arquitectura del sistema para obtener

el TDA del atributo textual. Se han descrito todas las herramientas usadas en

las distintas etapas de preprocesamiento, generación de la forma intermedia

y visualización y se han estudiado los procesos aplicados en cada etapa.

5. Se han realizado varios experimentos donde se ha validado todo el procedi-

miento planteado.

El primero ha consistido en generar una tag cloud sobre una base de artı́culos

cientı́ficos de la revista “Security and Commnunication Network” de Wiley y

compararla con la que ofrece la propia revista en su página web. Se ha demos-

trado, por medio de una encuesta de usuario, que la tag cloud que generamos

automáticamente con nuestra metodologı́a es tan buena como aquella creada

por expertos, con la ventaja de que no es necesaria la intervención humana

para su generación. Además, hemos conseguido mejores resultados en las

métricas de cobertura y exhaustividad (consultar [TP13b]).

En el segundo experimento se ha trabajado con un conjunto de datos más

extenso y desorganizado, una base de datos de historias clı́nicas. Para la tag

cloud generada se han calculado las métricas de cobertura, solapamiento, ba-

lance, precisión y exhaustividad, obteniendo buenos valores para todas ellas.

También se realizado una encuesta de satisfacción a especialistas médicos,

consiguiendo resultados óptimos.

Otras evaluaciones realizadas garantizan igualmente la efectividad de nuestra

metodologı́a (consultar [TP13a]).

Como trabajos futuros destacamos:

1. Calcular la precisión y exhaustividad contemplando otras posibilidades:

Calcular la precisión y la exhaustividad de la consulta cuando ésta se

realiza a través de un acoplamiento débil. Por ejemplo, como en la

tag cloud finalmente sólo se han representado las item-seqs maximales,
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podrı́a ocurrir que el usuario quisiera consultar los términos que están

contenidos en una de ellas, sin que necesariamente tenga que hacerlo

por la item-seq completa. Este tipo de consulta se realizarı́a a través de

un acoplamiento débil, por lo que serı́a necesario calcular los ı́ndices de

precisión y exhaustividad para cuando no se desea encontrar todos los

términos, sino sólo algunos.

Para el cálculo de la precisión y la exhaustividad de las etiquetas en la

tag cloud hemos anotado las tuplas que deben recuperarse con cada eti-

queta. Estas anotaciones pueden realizarse de manera difusa en función

de la relevancia de esa tupla para la etiqueta en cuestión. De esta forma

podrı́amos obtener ı́ndices de precisión y exhaustividad difusos, como

en [MF08].

2. Con respecto al diseño de la tag cloud:

Permitir la consulta sobre un único término de una etiqueta, en lugar de

la etiqueta completa, lo que es distinto a consultar a través del acopla-

miento débil.

Estudiar si la agrupación en clusters de las etiquetas supone mejoras

con respecto al diseño simple en que las relaciones entre conceptos se

inducen gracias a los multitérminos.

Variar las formas de visualización de las etiquetas en la tag cloud. Ana-

lizar criterios tales como el color, dirección horizontal y/o vertical, or-

den de aparición de los términos, etc. con el fin de comprobar qué vi-

sualización resulta más atractiva a los usuarios y en cuál es más fácil

identificar el contenido de la información representada.

Calcular el tamaño de los términos dentro de la tag cloud multitérmino

mediante alguna fórmula donde se tenga en cuenta la frecuencia, pero

también la longitud de éstos, ya que algunos autores afirman que se

confunde la longitud con el tamaño de fuente, lo que a veces dificulta

la identificación de los términos más relevantes.
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3. Aplicar nuestra metodologı́a sobre nuevos conjuntos de datos:

Serı́a interesante emplear el sistema sobre una base de datos de noticias recu-

peradas de Internet. De esta forma se resaltarı́an los temas de mayor impacto

y actualidad. La aplicación en las bases de datos de comercios darı́a muy bue-

nos resultados: se resaltarı́an los artı́culos más demandados, las tendencias de

los compradores, las mayores ventas, etc.

4. Ver cómo varı́an las tag clouds construidas sobre una base de datos cualquie-

ra, cuando se aumenta o se disminuye el número de tuplas:

Un aumento de tuplas se darı́a cuando se actualiza la base de datos, añadiendo

nuevas entradas. En el caso de las noticias, se tendrı́a una tag cloud dinámi-

ca, cuya evolución pondrı́a de manifiesto los temas de actualidad en cada

momento. Sin embargo, en otros tipos de datos podrı́a ocurrir que ésta no

variara mucho a través del tiempo, como podrı́a ser en el caso de los datos

sobre intervenciones quirúrgicas, en los que se necesitarı́an periodos mucho

más prolongados para observar variación en las intervenciones realizadas con

mayor frecuencia.

Una razón de la disminución de tuplas puede ser la extracción de una mues-

tra. Para tag clouds estáticas, como las construidas con datos médicos, serı́a

interesante comprobar en qué tamaño de muestra se estabilizan, mostrando

las mismas etiquetas que la generada para toda la población.

5. Estudiar un proceso para representar la tag cloud de todos los atributos tex-

tuales de la base de datos, conjuntamente:

Esto podrı́a realizarse asignando pesos diferentes según el término se encuen-

tre o un campo o en otro de la base de datos, como proponı́an Koutrika et al.

[Kou09a].

6. Combinar diferentes tag clouds obtenidas de diversas atributos de la base de

datos:

De esta forma podrı́amos reflejar las relaciones entre los atributos a través de

las tag clouds.
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7. Extender de la semántica de la estructura APO a través de ontologı́as:

Una vez que se tiene la estructura APO de dominio, puede extenderse a
una ontologı́a enriquecida con términos adicionales de consulta extraı́dos de
WordNet o Wikipedia. Dadas las particulares caracterı́sticas de WordNet y
su orientación lingüı́stica, esta jerarquı́a contiene conceptos muy genéricos y
abstractos, por lo que Wikipedia, debido a su carácter dinámico y consensua-
do, puede funcionar mejor para extender la semántica de la estructura.

8. Automatizar el preprocesamiento y postprocesamiento en otros idiomas apar-
te del inglés y el español:

Automatizar primero el postprocesamiento en español cuando se disponga
de un etiquetador adecuado para establecer la categorı́a gramatical de cada
término. Posteriormente, diseñar un sistema de minerı́a de textos multilingüe
para automatizar todas las tareas y poder visualizar la tag cloud para distintos
idiomas.

9. Uso del modelo OLAP y Data Warehouse:

Creación de un modelo multidimensional, donde las dimensiones son los dis-
tintos atributos textuales, representadas utilizando un modelo OLAP. A par-
tir del cubo OLAP puede construirse la tag cloud multitérmino como hacı́an
Aouiche et al. [Aou09].
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A. USO DE WORDNET EN EL PREPROCESAMIENTO SEMÁNTICO

Sabemos que una palabra con una misma forma sintáctica puede tener distinta
categorı́a gramatical (nombre, verbo, etc.) y de esto depende su sentido, aunque
incluso para una misma categorı́a gramatical, una palabra puede tener más de un
sentido. A la tarea de etiquetar cada palabra con su categorı́a gramatical se la cono-
ce como “part-of-speech [POS] tagging”. Cada uno de los sentidos de una palabra
hace que ésta esté incluida en un synset diferente , el cual puede contener varias
palabras.

Las principales dificultades que nos encontramos en este procedimiento son:

1. Determinar la categorı́a gramatical de la palabra

2. Determinar su sentido correcto

A la tarea de concretar el sentido de una palabra se la conoce como “desambi-
guación (Word Sense Disambiguation [WSD])”.

A.1 Introducción a WordNet

La base de datos léxica para el idioma inglés, WordNet [Fel98], empezó a desa-
rrollarse en el Laboratorio de Ciencia Cognitiva de la Universidad de Princeton,
New Jersey, bajo la dirección del Catedrático en Psicologı́a George A. Miller, en el
año 1985.

WordNet posee un gran tamaño y su estructura lo convierte en una herramienta
muy útil para el procesamiento de lenguaje natural y la lingüı́stica computacional.
WordNet agrupa nombres, verbos, adjetivos y adverbios en conjuntos de sinónimos
llamados synsets, que están compuestos por términos que expresan un mismo con-
cepto. Los synsets están conectados entre sı́ a través de relaciones conceptuales,
semánticas y léxicas, formando una red. Esta red puede consultarse a través de una
herramienta para obtener palabras y conceptos relacionados.

WordNet se compone de un conjunto de archivos lexicográficos, el código para
convertirlos en una base de datos y las rutinas e interfaces de búsqueda para mostrar
la información de la base de datos. Los archivos lexicográficos son los que organi-
zan los nombres, verbos, adjetivos y adverbios en grupos de sinónimos y describen
las relaciones entre dichos grupos.
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Es muy importante conocer la forma en que WordNet organiza el conocimiento

en la base de datos. Ya sabemos que la información en WordNet está organizada

alrededor de agrupamientos lógicos llamados synsets. Cada uno de estos synsets

se organiza en una lista de palabras individuales o colocaciones terminológicas

(“wake up” , “screw driver”, etc. ), y apuntadores que describen las relaciones entre

un synset y los demás.

Una palabra puede aparecer en dos o más synsets y puede tener más de una ca-

tegorı́a gramatical. Las palabras de un synset están agrupadas de tal forma que son

intercambiables. Los apuntadores pueden describir relaciones de dos tipos: léxicas

y semánticas. Las relaciones léxicas se generan entre las formas de las palabras y

las semánticas entre los significados. Estas relaciones incluyen hiperonimia/hipo-

nimia1, antonimia, implicación, meronimia/holonimia2, etc. Existen otros apunta-

dores para indicar diferentes relaciones.

Los verbos y los nombres se organizan en jerarquı́as basadas en relaciones de

hiperonimia/hiponimia entre synsets.

Los adjetivos se organizan en grupos conteniendo synsets cabecera y synsets

satélite. Cada synset satélite representa un concepto con significado similar al re-

presentado por el synset cabecera. Una forma de pensar acerca del agrupamiento

de adjetivos, es visualizar una rueda, en la que synset cabecera actúa como centro

y los synsets satélite son los radios. Dos o mas ruedas estarı́an conectadas a través

de una relación de antonimia, que siguiendo el sı́mil empleado, podrı́a verse como

un eje entre las ruedas. Existen excepciones a esta organización, como los adjetivos

terminológicos (“pertainyms”), que son adjetivos relacionales y no se ajustan a la

estructura descrita al no tener antónimos, por lo que, en la mayorı́a de los casos, el

synset para ellos sólo contiene la palabra o la colocación y un apuntador léxico al

adjetivo al que pertenece. Y los adjetivos participios, como se derivan de verbos,

tienen apuntadores léxicos a estos verbos.

1Hiperónimo es aquel término cuyo significado incluye al de otro u otros términos, que son los
hipónimos. Por ejemplo, pájaro es un hiperónimo respecto a los hipónimos jilguero y gorrión.

2Holonimia es una noción semántica que se opone a meronimia, del mismo modo en que se
oponen el todo y la parte. Por ejemplo, bicicleta es un holónimo mientras que pedal, sillı́n, manillar
son merónimos.
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Los adverbios en ocasiones se derivan de los adjetivos y algunas veces tienen

antónimos, por lo tanto, el synset para un adverbio suele contener un apuntador

léxico al adjetivo del cual se deriva.

WordNet nos ofrece la información agrupada dependiendo de la categorı́a gra-

matical cuando realizamos una consulta. Y por cada categorı́a, muestra el conjunto

de sentidos que tiene la palabra. Cada uno de estos sentidos se corresponderá con

un synset y lleva asociada una definición y unos cuantos ejemplo para su compren-

sión. Cuando una palabra tiene más de un sentido en una misma forma gramatical,

éstos aparecen ordenados según su frecuencia de uso. Esta caracterı́stica de Word-

Net es muy importante en el proceso de desambiguación, ya que tomaremos como

forma desambiguada, el primer sentido que nos ofrezca WordNet, que será el sen-

tido más usado de esa palabra.

Términos y Conceptos Básicos en WordNet
A continuación, hacemos un breve repaso de la terminologı́a básica de WordNet

y los conceptos asociados a ellos, ya que la mayor parte de la terminologı́a emplea-

da en WordNet es propia del sistema e incluso otros términos generales tienen un

significado especı́fico en el contexto de WordNet.

En la lista de definiciones incluimos el nombre original del concepto.

Synset - Conjunto de sinónimos. Es un conjunto de palabras que son inter-

cambiables en algunos contextos sin cambiar el valor de verdad de la propo-

sición en la que se encuentran.

Atributo (attribute) - Es un nombre para el que los adjetivos expresan valo-

res. Por ejemplo, el nombre “color” es un atributo, para el que los adjetivos

“azul“ y ”blanco“ expresan valores.

Dominio (domain) - Es una clasificación temática a la cual se ha enlazado

un synset mediante un apuntador.

Término de dominio (domain term) - Es un synset perteneciente a la clase

de un determinado tema.

290



A.1 Introducción a WordNet

Forma base (base form) - La forma base de una palabra o colocación termi-
nológica, es aquella forma básica sobre la que se añaden inflexiones.

Lista de excepciones (exception list) - Son transformaciones morfológicas
de palabras que no son regulares, y por tanto no pueden procesarse de forma
algorı́tmica.

Colocación terminológica (collocation) - Una colocación terminológica en
WordNet es una cadena con dos o más palabras conectadas por espacios en
blanco o guiones. En la base de datos los espacios se representan como ca-
racteres de subrayado (” “).

Formas relacionadas derivacionalmente (derivationally related forms) -
Son términos en diferentes categorı́as sintácticas que tienen la misma forma
raı́z y están semánticamente relacionados.

Adjetivo Participativo (participial adjective) - Es un adjetivo que se deriva
de un verbo.

Adjetivo Terminológico (pertainym) - Es un adjetivo relacional. Los adjeti-
vos de este tipo suelen definirse con frases tales como ”de o perteneciente a“

y no tienen antónimos. Un adjetivo terminológico puede apuntar a un nombre
o a otro adjetivo terminológico.

Predicativo (predicative) - Es un adjetivo que puede usarse únicamente en
posiciones de predicado. Si X es un adjetivo predicativo sólo puede usarse
en frases de tipo ”es X“ y nunca antes del nombre.

Postnominal - Un adjetivo postnominal aparece únicamente justo a conti-
nuación del nombre que modifica.

Prenominal - Es un adjetivo que únicamente puede aparecer antes del nom-
bre que modifica.

Cluster de adjetivos (adjective cluster) - Es un grupo de synsets adjetivos
que están organizados alrededor de pares o triples de antónimos. Un cluster

de adjetivos contiene dos o más synsets cabecera, que representan conceptos
antónimos. Cada synset cabecera tiene uno o más synsets satélite.
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Apuntador entre clusters (cross-cluster pointer) - Es un apuntador semánti-
co de un cluster de adjetivos a otro.

Apuntador léxico (lexical pointer) - Un apuntador léxico indica una relación
entre palabras de los synsets.

Apuntador semántico (semantic pointer) - Un apuntador semántico indica
una relación entre synsets (conceptos).

Synset cabecera (head synset) - Es un cluster de adjetivos, el cual contiene
al menos una palabra que posee un antónimo directo.

Synset satélite (satellite synset) - Es el synset en un cluster de adjetivos, que
representa un concepto similar en significado al concepto representado por
el synset cabecera.

Grupo (group) - Los grupos son sentidos de verbos similares en significado.

Implicación (entailment) - Un verboX implica a Y siX no puede realizarse
a menos que se realice o se haya realizado Y .

Tropónimo (troponym) - Es un verbo que denota la forma especı́fica de otro
verbo. Por ejemplo ”marchar“ es un tropónimo de ”andar“. X es tropónimo
de Y , si hacer X es hacer Y de una determinada manera.

Holónimo (holonym) - Es el nombre del todo al que hacen referencia los
merónimos. Y es un holónimo de X , si X es parte de Y .

Merónimo (meronym) - Es el nombre de un constituyente de ”la parte de“,

”la sustancia de“, ”el miembro de algo“. X es un merónimo de Y , si X es
parte de Y .

Hiperónimo (hypernym) - El término general empleado para designar una
clase completa de instancias especı́ficas. Y es un hiperónimo de X , si X es
algún tipo de Y .

Coordinados (coordinate) - Términos coordinados son aquellos nombres o
verbos que tienen el mismo hiperónimo.
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Hipónimo (hyponym) - El término especı́fico usado para designar un miem-

bro de una clase. X es un hipónimo de Y , si X es algún tipo de Y .

Subordinado (subordinate) - Equivalente a hipónimo.

Superordinado (superordinate) - Equivalente a hiperónimo.

Instancia (instance) - Es un nombre propio cuyo referente es único (en con-

traposición a los nombres que hacen referencia a clases). Es una forma es-

pecı́fica de hipónimo.

Monosémico (monosemous) - Término que tiene un único sentido en una

categorı́a sintáctica.

Polisémico (polysemous) - Término que tiene más de un sentido en una ca-

tegorı́a sintáctica.

Glosa o Definición (gloss) - Cada synset contiene una glosa que consiste en

una definición y ejemplos.

Lema (lemma) - Es el texto ASCII en minúscula que aparece en los ficheros

de ı́ndices de la base de datos de WordNet. Por lo general, se corresponde

con la forma base de una palabra o de una colocación terminológica.

Fichero lexicográfico (lexicographer file) - Es un fichero que contiene los

datos de los synsets de WordNet, creados por expertos.

Identificador lexicográfico (lex id) - Es un número decimal, que añadido a

un lema, identifica el sentido de forma unı́voca en un fichero lexicográfico.

Categorı́a gramatical (part of speech - POS) - Es equivalente a categorı́a

sintáctica. WordNet define las siguientes categorı́as gramaticales: nombre,

verbo, adjetivo o adverbio.

Sentido (sense) - Es un significado de una palabra en WordNet. Cada sentido

de una palabra se encuentra en un synset diferente.
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Clave de sentido (sense key) - La clave de sentido proporciona la informa-

ción necesaria para encontrar un sentido en la base de datos de WordNet. Una

clave de sentido combina un campo lema y códigos para el tipo de synset,

identificador lexicográfico, número de fichero lexicográfico y la información

sobre la cabecera del synset satélite, en caso de que fuese necesario.

Contador polisémico (polysemy count) - Es el número de sentidos de una

palabra, en una categorı́a sintáctica en WordNet.

Concordancia semántica (semantic concordance) - Se da cuando un con-

junto de textos y un diccionario léxico como WordNet, están combinados

de tal manera que cada sustantivo en el texto está enlazado con su sentido

apropiado en el diccionario a través de una etiqueta semántica.

Etiqueta Semántica (semantic tag) - Es un apuntador desde una palabra en

un fichero de texto a un sentido especı́fico de dicha palabra en la base de

datos de WordNet. Una etiqueta semántica en una concordancia semántica

se representa por una clave de sentido.

Análisis Morfológico
Las búsquedas en WordNet pueden realizarse sobre formas declinadas aunque

WordNet, por lo general, almacene únicamente formas base. Esto se hace emplean-

do un conjunto de funciones morfológicas (”Morphy“), que generan una forma que

aparezca en WordNet aplicadas sobre la cadena de búsqueda.

Son dos los procesos que se aplican en este análisis morfológico para convertir

la cadena:

1. En un proceso hay una serie de ficheros con una lista de excepciones, una

por cada categorı́a sintáctica, en los que se encuentran algunas formas de-

clinadas. Ası́, cuando se recibe una cadena a buscar, primero se comprueba

si la palabra aparece en los ficheros de excepciones. De ser ası́, se sustituye

la cadena por la forma base correspondiente. En caso de que la palabra no

aparezca en la lista de excepciones, se aplica el otro proceso.
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2. El otro proceso consiste en eliminar de las palabras individuales una serie de

terminaciones, basadas en categorı́as sintácticas, incluidas en una lista, para

transformar estas palabras en las formas apropiadas.

A continuación se describe con más detalle el contenido de las listas de excep-

ciones y las reglas de eliminación de terminaciones.

Listas de Excepciones

Como hemos dicho, existe un fichero con una lista de excepciones para ca-

da categorı́a sintáctica. Estas listas contienen transformaciones morfológicas que

no pueden ser procesadas mediante un algoritmo al no ser regulares. El tipo de

búsqueda que se realiza para buscar en las listas, es una búsqueda binaria. La lista

de excepciones contiene, por cada lı́nea, una forma declinada y una serie de for-

mas base con las que se corresponde. Normalmente se requieren varias llamadas a

Morphy para obtener todas las formas base de una palabra declinada.

Morphy también almacena algunas abreviaturas que se usan con frecuencia,

aparte de excepciones. Y realiza un tratamiento distinto para las palabras termina-

das con el sufijo “ful”. Para procesar estas palabras, lo que hace es tomar la parte

que precede a “ful” y, cuando el procesamiento ha finalizado, vuelve a añadirle este

sufijo a la palabra.

Las palabras simples suelen tener un procesamiento sencillo; se buscan en

WordNet y si no se obtienen resultados, se recurre a las listas de excepciones tras

aplicarles las reglas de eliminación de terminaciones.

Las colocaciones sintácticas, en cambio, son más difı́ciles de procesar. Gene-

ralmente, lo que se hace es procesar las palabras que componen la colocación de

forma individual. Esta aproximación suele funcionar con nombres, pero existen

excepciones que serán incluidas en las listas de excepciones correspondientes.

Cuando las palabras en una colocación aparecen unidas mediante guiones, lo

que es frecuente en inglés aunque no obedezca a regla alguna, WordNet interpreta

los guiones como espacios en blanco y se procede de igual modo que en las colo-

caciones sin guión, pero sólo en el caso de que la forma con guión no se encuentre

en WordNet.
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Cuando existe una colocación sintáctica que contiene una preposición, el pro-
cesamiento es mucho más complicado. Primero se intenta buscar esta colocación
en la lista de excepciones, como se harı́a con una palabra individual y en caso de
no encontrarla en la lista, se comprueba si existe una preposición. Si es ası́, Morphy

supone que la primera palabra de la colocación es un verbo y la última un nombre,
obteniendo para ellas la forma base correspondiente y dejando el resto de palabras
(palabras intermedias entre el verbo y el nombre) sin modificar. Si Morphy determi-
na que no existe preposición, entonces se busca la forma base de todas las palabras
de la colocación.

Reglas de eliminación de terminaciones
Podemos ver las reglas de eliminación de terminaciones empleadas por Morphy

en la Tabla A.1.
Como vemos, no existen reglas aplicables a adverbios.
Si una palabra termina con alguno de los sufijos especificados en la tabla, el

sufijo se elimina y se añade en su lugar la nueva terminación.
Una vez obtenida la forma base, ya es posible buscarla en WordNet.

Relaciones empleadas en WordNet
Como se ha visto, WordNet aporta las definiciones de los términos, los organiza

en conjuntos de sinónimos y almacena las relaciones semánticas entre unos y otros.
En la Tabla A.2 se muestran las principales relaciones semánticas que se iden-

tifican, junto a una descripción de cada una.

A.2 Etiquetado de Categorı́a Gramatical

Recordemos que el etiquetado de la categorı́a gramatical lo realizábamos me-
diante un programa, desarrollado en la Universidad de Stanford y basado en los tra-
bajos publicados por “The Stanford Natural Language Processing Group” [Tou00,
Tou03], que asignaba una etiqueta a cada palabra indicando su categorı́a gramati-
cal.

Las etiquetas empleadas por este etiquetador se corresponden con el conjunto
de etiquetas “Penn Treebank English POS Tag Set” [Mar93].
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POS Suffix Ending
NOUN “s” “”

NOUN “ses” “s”

NOUN “xes” “x”

NOUN “zes” “z”

NOUN “ches” “ch”

NOUN “shes” “sh”

NOUN “men” “man”

NOUN “ies” “y”

VERB “s” “”

VERB “ies” “y”

VERB “es” “e”

VERB “es” “”

VERB “ed” “e”

VERB “ed” “”

VERB “ing” “e”

VERB “ing” “”

ADJ “er” “”

ADJ “est” “”

ADJ “er” “e”

ADJ “est” “e”

Tabla A.1: Reglas de eliminación de terminaciones en Morphy

Pero WordNet sólo utiliza cuatro categorı́as gramaticales, que son nombres, ver-

bos, adjetivos y adverbios, por lo que es necesario adaptar el conjunto de etiquetas

Penn Treebank a WordNet.

En la Tabla A.3 se muestra la descripción y correspondencia entre los dos con-

juntos de etiquetas (Penn Treebank y WordNet).

Cuando una etiqueta de Penn Treebank no tiene equivalencia en WordNet, dicha

palabra no existe en WordNet, por lo que se considera que la etiqueta corresponde

a una palabra vacı́a y la palabra se elimina.

Cuando aparecen palabras poco comunes, suelen reconocerse como nombres

propios (NP o NPS), pero a veces son palabras técnicas o especı́ficas que no se

reconocen como tales, lo que es un inconveniente, ya que la categorı́a gramatical

de estas palabras puede ser en realidad un verbo o un adjetivo y no necesariamente

un nombre, que es la que se asignarı́a en WordNet.
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A. USO DE WORDNET EN EL PREPROCESAMIENTO SEMÁNTICO

Relación Descripción
ANTONYM Antónimo, relaciona synsets con significados opuestos

ENTAILMENT Un verbo implica a otro si depende de éste para su realización

ENTAILED BY Un verbo es implicado por otro que depende de él para su realización

HYPERNYM Hiperónimo, relaciona términos con otros que los contienen

HYPONYM Hipónimo, relaciona un término con aquellos que contiene

SEE ALSO Enlaza términos relacionados

SIMILAR TO Indica cierta similitud entre los conceptos

Tabla A.2: Relaciones modeladas en WordNet

Al etiquetar las palabras con su categorı́a gramatical estamos eliminando todos
los sentidos pertenecientes a otra categorı́as gramaticales, lo que facilita la tarea de
encontrar el sentido adecuado a la hora de realizar la desambiguación.

A.3 Desambiguación

Una vez determinada la categorı́a gramatical de cada una de las palabras del
texto, se procede a determinar su sentido. El algoritmo adaptado de Lesk [Ban02]
es un método pensado especı́ficamente para WordNet y que aprovecha al máximo
su estructura, por lo que es el que hemos escogido entre los métodos de desambi-
guación presentados en la Sección 5.5.2.
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A.3 Desambiguación

Penn Treebank Descripción WordNet
CC Coordinating conjunction

CD Cardinal number

DT Determiner

EX Existential there

FW Foreign word

IN Preposition or subordinating conjunction

JJ Adjective ADJECTIVE

JJR Adjective, comparative ADJECTIVE

JJS Adjective, superlative ADJECTIVE

LS List item marker

MD Modal

NN Noun, singular or mass NOUN

NNS Noun, plural NOUN

NP Proper noun, singular NOUN

NPS Proper noun, plural NOUN

PDT Predeterminer

POS Possessive ending

PP Personal pronoun

PP$ Possessive pronoun

RB Adverb ADVERB

RBR Adverb, comparative ADVERB

RBS Adverb, superlative ADVERB

RP Particle

SYM Symbol

TO to

UH Interjection

VB Verb, base form VERB

VBD Verb, past tense VERB

VBG Verb, gerund or present participle VERB

VBN Verb, past participle VERB

VBP Verb, non-3rd person singular present VERB

VBZ Verb, 3rd person singular present VERB

WDT Wh-determiner

WP Wh-pronoun

WP$ Possessive wh-pronoun

WRB Wh-adverb ADVERB

Tabla A.3: Correspondencia entre Penn Treebank Tag Set y WordNet
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B. ENCUESTAS DE LOS EXPERIMENTOS

Una tag cloud es una herramienta para representar el contenido de la informa-
ción de un determinado lugar. Sirve para explorar este contenido y realizar búsque-
das a través de las etiquetas que la componen, ya que cada etiqueta representada en
la tag cloud es un enlace a las entradas que contienen esta etiqueta. Le presentamos
dos tag clouds a las que llamaremos TC1 y TC2, las cuales enlazan la información
de la base de datos de la revista “Security and Communication Network” de Wiley.

Experimente un rato con ambas herramientas y posteriormente, emita una va-
loración en la comparación de éstas en relación con cada uno de los aspectos que
se detallan a continuación:

1. Facilidad de uso:

1) TC1 es mucho mejor que TC2

2) TC1 es un poco mejor que TC2

3) TC1 es igual que TC2

4) TC1 es un poco peor que TC2

5) TC1 es mucho peor que TC2

2. Cantidad global de información recuperada:

1) TC1 es mucho mejor que TC2

2) TC1 es un poco mejor que TC2

3) TC1 es igual que TC2

4) TC1 es un poco peor que TC2

5) TC1 es mucho peor que TC2

3. Representación del contenido de la información:

1) TC1 es mucho mejor que TC2

2) TC1 es un poco mejor que TC2

3) TC1 es igual que TC2

4) TC1 es un poco peor que TC2

5) TC1 es mucho peor que TC2
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B.1 Encuesta de Comparación de dos Tag Clouds

4. Facilidad para localizar un concepto relacionado con “vulneración del
sistema”:

1) TC1 es mucho mejor que TC2

2) TC1 es un poco mejor que TC2

3) TC1 es igual que TC2

4) TC1 es un poco peor que TC2

5) TC1 es mucho peor que TC2

5. Facilidad para localizar un concepto relacionado con “verificación de
identidad”:

1) TC1 es mucho mejor que TC2

2) TC1 es un poco mejor que TC2

3) TC1 es igual que TC2

4) TC1 es un poco peor que TC2

5) TC1 es mucho peor que TC2

6. Facilidad para localizar un concepto relacionado con “técnicas de cifra-
do y/o codificación”:

1) TC1 es mucho mejor que TC2

2) TC1 es un poco mejor que TC2

3) TC1 es igual que TC2

4) TC1 es un poco peor que TC2

5) TC1 es mucho peor que TC2

7. Facilidad para localizar un concepto relacionado con “prevención de ac-
cesos no autorizados en una red”:

1) TC1 es mucho mejor que TC2

2) TC1 es un poco mejor que TC2
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B. ENCUESTAS DE LOS EXPERIMENTOS

3) TC1 es igual que TC2

4) TC1 es un poco peor que TC2

5) TC1 es mucho peor que TC2
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B.2 Encuesta de Satisfacción de la Tag Cloud con Datos Médicos

B.2 Encuesta de Satisfacción de la Tag Cloud con Da-
tos Médicos

Solicitamos su colaboración para un estudio que estamos realizando en la Uni-
versidad de Granada.

En esta página le mostramos una herramienta que hemos construido de forma
experimental sobre una base con datos reales de un hospital universitario y repre-
senta la información que se tiene en esa base sobre las intervenciones quirúrgicas
realizadas en un determinado periodo de tiempo.
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B. ENCUESTAS DE LOS EXPERIMENTOS

Esta herramienta se conoce como “tag cloud” y consiste en una visualización

de texto con distintos tamaños de fuente según la frecuencia de los conceptos re-

presentados.

Suponga que usted desea realizar una consulta a través de una caja de texto

para ver los registros de esta base de datos (u otra como ésta) en relación con una

determinada intervención quirúrgica, pero desconoce el contenido y el vocabulario

con que se expresa la información, lo que dificulta la obtención de resultados al

realizar esta consulta.

A través de una tag cloud como la que le presentamos, podrı́a identificar parte

de este contenido, saber sobre qué intervenciones se tiene un mayor número de re-

gistros y bajo qué términos se pueden consultar estas intervenciones, asegurándose

la obtención de resultados.

Para hacer una búsqueda de los registros que se tienen en relación a una deter-

minada intervención, basta con pulsar en el término que la representa dentro de la

tag cloud.

Le pedimos que experimente un rato con esta herramienta y posteriormente

emita una valoración numérica del 1 al 5 para cada una de las afirmaciones que se

realizan, donde 1=“Completamente en desacuerdo” y 5=“Completamente de acuer-

do”. Por último, le agradecemos que escriba algunas sugerencias sobre qué aspec-

tos podemos mejorar o qué otras funciones desearı́a que tuviese.

1. La tag cloud me parece intuitiva y de fácil uso:

a) 1

b) 2

c) 3

d) 4

e) 5

2. La tag cloud presentada aporta información sobre el contenido de la base
de datos:

a) 1
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B.2 Encuesta de Satisfacción de la Tag Cloud con Datos Médicos

b) 2

c) 3

d) 4

e) 5

3. La información recuperada con las etiquetas de la tag cloud es coherente
con dichas etiquetas:

a) 1

b) 2

c) 3

d) 4

e) 5

4. Una tag cloud como la presentada me ayudarı́a a realizar búsquedas en
una base de datos médica:

a) 1

b) 2

c) 3

d) 4

e) 5

5. Me resulta fácil identificar un concepto en la tag cloud relacionado con
“una intervención quirúrgica para el nacimiento de un bebé”:

a) 1

b) 2

c) 3

d) 4

e) 5
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B. ENCUESTAS DE LOS EXPERIMENTOS

6. Me resulta fácil identificar un concepto en la tag cloud relacionado con
“aborto quirúrgico o tratamiento tras aborto”:

a) 1

b) 2

c) 3

d) 4

e) 5

7. Me resulta fácil identificar un concepto en la tag cloud relacionado con
“operación quirúrgica que tiene por objeto la reconstrucción completa
de una articulación destruida o anquilosada”:

a) 1

b) 2

c) 3

d) 4

e) 5

8. Me resulta fácil identificar un concepto en la tag cloud relacionado con
“técnica muy utilizada en la operación de cataratas”:

a) 1

b) 2

c) 3

d) 4

e) 5

9. Sugerencias de mejora en la tag cloud presentada:
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Glosario

A

Atributo Propiedad de interés de una entidad que corresponde a una columna en

la base de datos. Por ejemplo, atributos de la entidad “persona” son el “nom-

bre”,“apellidos”,“edad”,etc.

B

Base de conocimiento Tipo especial de base de datos que provee los medios para

la recolección, organización y recuperación computarizada de conocimiento.

C

Cluster Agrupación.

Clustering Técnica enfocada en segmentar un conjunto en subconjuntos homogéneos.

Confianza Probabilidad de acertar en la estimación que se hace de un parámetro

a través de un intervalo. Si la confianza es del 95 %, el verdadero valor del

parámetro estará comprendido en el intervalo de confianza con un 95 % de

probabilidad y 5 % será la probabilidad de equivocarnos en dicha estimación.

Conocimiento Conjunto de información almacenada.

Contraste bilateral Un contraste de hipótesis es bilateral cuando en la hipótesis

alternativa el valor que se le asigna al parámetro es distinto que el que tiene

en la hipótesis nula.

309



Glosario

Contraste de hipótesis Procedimiento mediante el cual se trata de cuantificar las

diferencias o discrepancias entre una hipótesis estadı́stica y una realidad de

la que se posee una información muestral, estableciendo una regla de deci-

sión para juzgar si las discrepancias son excesivamente grandes y, por tanto,

rechazar la hipótesis.

Contraste unilateral Un contraste de hipótesis es unilateral cuando en la hipótesis

alternativa el valor que se le asigna al parámetro es mayor o menor que el que

tiene en la hipótesis nula.

D

Data cloud (Nube de datos) 1. Tag cloud construida sobre una base de datos 2.

Tag cloud donde las etiquetas son dı́gitos en lugar de palabras.

Desambiguación Proceso mediante el cual se identifica el sentido de una palabra

usada en una oración.

Discretizar Dividir el todo en partes.

E

Entidad En bases de datos es la representación de un objeto o concepto del mundo

real. Una entidad está constituida por uno o más atributos.

Estadı́stico Cualquier función de los valores de una muestra.

Estadı́stico experimental o de contraste Variable aleatoria cuyo valor para una

muestra determinada nos permite tomar la decisión sobre la aceptación o el

rechazo de la hipótesis nula.

Estructura APO Estructura-AP Ordenada.

Estructura WAP Estructura-AP Ponderada (Weighted AP-Structure).

Estructura WAPO Estructura-AP Ordenada Ponderada (Weighted AP-Ordered

Structure).
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Glosario

Estructura-AP Estructura de itemsets frecuentes obtenidos mediante el algoritmo

APriori [Agr94].

Exhaustividad Fracción de instancias relevantes que son recuperadas con la con-

sulta. Se calcula como el número de resultados correctos entre el número de

resultados que se debı́an haber devuelto con la consulta.

F

Folksonomı́a Resultado del etiquetado social o colaborativo. Clasificación de los

contenidos por medio de etiquetas.

Forma intermedia Representación del conocimiento que captura lo esencial y

permite trabajar con grandes colecciones de datos.

Fuente de información Diversos tipos de documentos que contienen datos útiles

para satisface una demanda de información o conocimiento.

H

Herencia Mecanismo de los lenguajes de programación orientada a objetos basa-

dos en clases, por medio del cual una clase se deriva de otra de manera que

extiende su funcionalidad.

Hipótesis alternativa Hipótesis que se plantea como alternativa a la hipótesis nu-

la y que aceptaremos si, como consecuencia del contraste, rechazamos esta

última.

Hipótesis nula Hipótesis que deseamos contrastar, considerada en principio como

verdadera y que aceptaremos o rechazaremos como consecuencia del con-

traste.

I

IF Filtrado de Información (Information Filtering).
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Glosario

Intervalo de confianza Rango de valores calculado sobre una muestra en el cual
se encuentra el verdadero valor del parámetro estimado con una determinada
probabilidad. Dicha probabilidad se denomina “nivel de confianza”.

IR Recuperación de Información (Information Retrieval).

Item-seq Conjunto ordenado o secuencia de elementos o términos.

Itemset Conjunto de términos o elementos.

L

Lema Forma que por convenio se acepta como representante de todas las formas
flexionadas de una misma palabra.

Lematización Proceso lingüı́stico que consiste en, dada una forma flexionada (plu-
ral, femenino, conjugación, etc.), hallar el lema correspondiente.

M

Mediana Valor de la variable que divide la población en dos partes iguales. Ocupa
la posición central en un conjunto de datos ordenados.

Moda Valor de la variable con mayor probabilidad.

Monotérmino Palabra simple o compuesta por un sólo término.

Multitérmino Palabra compuesta por dos o más términos.

N

Nivel de significación Probabilidad de rechazar la hipótesis nula cuando es cierta.

O

OLAP Procesamiento Analı́tico En Lı́nea (On-Line Analytical Processing). Defi-
ne una terminologı́a que se basa en al análisis multidimensional de los datos
y que le permite al usuario tener una visión más rápida e interactiva de los
mismos.

312



Glosario

Ontologı́a Especificación explı́cita de una conceptualización. Definición del vo-

cabulario de un área mediante un conjunto de términos básicos y relaciones

entre dichos términos, ası́ como las reglas que combinan términos y relacio-

nes que amplı́an las definiciones dadas en el vocabulario.

P

PL Lenguaje de Procedimiento (Procedural Language).

PostgreSQL SGBD relacional orientado a objetos y libre.

Precisión Fracción de instancias recuperadas que son relevantes para la consulta.

Se calcula como el número de resultados correctos entre el número total de

resultados devueltos por la consulta.

p-valor Probabilidad de obtener un resultado al menos tan extremo como el que

se ha obtenido en el estadı́stico de contraste calculado, suponiendo que la

hipótesis nula es cierta. Cuando el p-valor es menor o igual que el nivel de

significación, se rechaza la hipótesis nula, en caso contrario se acepta.

R

Retı́culo Un conjunto parcialmente ordenado se denomina retı́culo si satisface las

propiedades: existencia del supremo por pares y existencia del ı́nfimo por

pares. Ver Figura 2.3.

S

SGBS Sistemas Gestores de Bases de Datos.

Soporte El soporte de un itemset en una base de datos se define como la proporción

de transacciones en la base de datos que contiene dicho itemset.

SQL Lenguaje Estructurado de Consulta (Structured Query Language).

T
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Glosario

Tag cloud (Nube de etiquetas) Visualización de etiquetas o marcas con distintos
tamaños de fuente acordes a la importancia de cada etiqueta.

Tagging (Etiquetado) Acción que consiste en marcar una fuente de información
con una determinada etiqueta o etiquetas.

TDA Tipo de Dato Abstracto.

Test estadı́stico Contraste de hipótesis.

Tokenización Proceso de descomposición de una cadena de texto en palabras, fra-
ses, sı́mbolos u otros elementos significativos llamados “tokens”.

Tupla Conjunto de elementos que se guardan en memorı́a de forma consecutiva.
En bases de datos se define como una función finita que asocia unı́vocamente
los nombres con algunos valores.

V

Varianza Valor que representa una medida de dispersión media de una variable
respecto a su media.

W

Word cloud (Nube de palabras) Visualización de palabras extraı́das del texto con
distintos tamaños de fuente acordes a la frecuencia de cada palabra.
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Imprecisa en Bases de Datos. Tesis Doctoral, Department of Computer

Sciencie and Artificial Intelligence. University of Granada, Spain, 2011.

204

317



BIBLIOGRAFÍA
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[HM10] Hassan Montero, Y., Herrero-Solana, V., y Guerrero-Bote, V. Usabilidad

de los Tag-Clouds: Estudio mediante Eye-Tracking. Scire: representa-

ción y organización del conocimiento, 16(1):15–33, 2010. 27, 34, 37,

65, 66

[How09] Howard, H. Knowledge Discovery in Databases. Online Notes. Com-

puter Science. University of Regina, 2009. 115

[Hsi06] Hsieh, W.T., Lai, W.S., y Chou, S.C.T. A Collaborative Tagging System

for Learning Resources Sharing. Current Developments in Technology-

Assisted Education, 2:1364–1368, 2006. 18, 25, 53, 66

[Hsi12] Hsieh, C.C. y Cho, J. Finding Similar Items by Leveraging Social Tag

Clouds. En Annual ACM Symposium on Applied Computing (SAC).

2012. 15, 24

[Kap10] Kaptein, R. y Marx, M. Focused Retrieval and Result Aggregation with

Political Data. Information Retrieval, 13(5):412–433, 2010. 25, 40, 44,

66, 197, 216, 219

[Kas07] Kaser, O. y Lemire, D. Tag-Cloud Drawing: Algorithms for Cloud Vi-

sualization. Proceedings of the Workshop on Tagging and Metadata for

Social Information Organization (WWW2007), 2007. 35

[Ker06] Kerr, B. TagOrbitals: a Tag Index Visualization. En Proceedings of the

37th International Conference and Exhibition on Computer Graphics

and Interactive Techniques, pp 158–162. 2006. 56

[Kha07] Khancome, C. y Boonjing, V. String matching using inverted list. En

The 1st Conference on Graduate Research, SRRU, pp 104–115. Cite-

seer, 2007. 161, 162

[Kim10] Kim, H.L., Decker, S., y Breslin, J.G. Representing and Sharing Folkso-

nomies with Semantics. Journal of Information Science, 36(1):57–72,

2010. 53

321



BIBLIOGRAFÍA
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