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Índice general

1. Introducción 1

2. Antecedentes y Preliminares 9
2.1. Técnicas de Segmentación Precisas . . . . . . . . . . . . . . . . . 10

2.2. Técnicas de Segmentación Difusas . . . . . . . . . . . . . . . . . 21

2.3. Espacios de Color y Distancias . . . . . . . . . . . . . . . . . . . 30

3. Semejanza y Conectividad entre Pı́xeles de una Imagen 49
3.1. Caracterización de Pı́xeles y Semejanza . . . . . . . . . . . . . . 50

3.1.1. Caracterización de un Pı́xel . . . . . . . . . . . . . . . . 50

3.1.2. Semejanza entre Pı́xeles . . . . . . . . . . . . . . . . . . 52

3.2. Conectividad entre Pı́xeles . . . . . . . . . . . . . . . . . . . . . 54

3.2.1. Conectividad Basada en Caminos . . . . . . . . . . . . . 56

3.2.2. Homogeneidad de un Camino . . . . . . . . . . . . . . . 58

3.3. Medidas de Homogeneidad Basadas en Agregación de Semejanzas 60

3.3.1. Influencia de la Función de Agregación en la Homogeneidad 66

3.3.2. Influencia de los Espacios de Color en la Homogeneidad . 77

3.4. Conclusiones . . . . . . . . . . . . . . . . . . . . . . . . . . . . 92

4. Modelado Difuso de Regiones 95
4.1. Región Difusa . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97
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ÍNDICE DE FIGURAS VII

3.7. A: Ejemplo real de camino con variación brusca en las carac-
terı́sticas de los pı́xeles. B, C, D: Magnitud de la homogeneidad
del subcamino desde cada punto de la lı́nea horizontal hasta el
punto marcado con el cuadrado, calculada con el mı́nimo, la di-
ferencia acotada, el producto algebraico y la t-norma de Dubois
y Prade, en la imagen B, con la t-norma de Frank, en C y con la
t-norma de Weber, en la imagen D. . . . . . . . . . . . . . . . . . 79
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3.10. A: Ejemplo sintético de camino con variación gradual en las ca-
racterı́sticas de los pı́xeles, desde el principio hasta el final del
mismo. B, C, D: Magnitud de la homogeneidad del subcamino
desde cada punto de la lı́nea horizontal hasta el punto marcado
con el cuadrado, calculada con el mı́nimo, la diferencia acotada,
el producto algebraico y la t-norma de Dubois y Prade, en la ima-
gen B, con la t-norma de Frank, en C y con la t-norma de Weber,
en la imagen D. . . . . . . . . . . . . . . . . . . . . . . . . . . . 82
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a derecha, en las imágenes C y D. E1-2: Aproximación precisas.
F1-2: Aproximación precisa superpuesta en la imagen original. . 163
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XVI ÍNDICE DE FIGURAS

4.35. A: Región precisa. B: Regiones difusas obtenidas aplicando (B1)
el algoritmo propuesto en este capı́tulo (λ = −0.92, asignado
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(1) la técnica propuesta en este capı́tulo, a partir de la región
difusa en la figura 4.34 (B1), (2) la técnica de Foliguet et al. [253]
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a partir de la región difusa en la figura 4.35 (B2), (3) el resultado
de la segmentación de Makrogiannis et al. [206,207,209,210,213]
y (4) el resultado de la segmentación por crecimiento de regiones
preciso [59]. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 181

4.43. A: Región intermedia. B y C: Aproximaciones precisas obtenidas
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guet et al. [253] a partir de la región difusa en la figura 4.35
(B2), (3) el resultado de la segmentación de Makrogiannis et al.
[206,207,209,210,213] y (4) el resultado de la segmentación por
crecimiento de regiones preciso [59]. . . . . . . . . . . . . . . . . 183
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ÍNDICE DE FIGURAS XIX

5.7. Semillas peor situadas, marcadas con un cuadrado cyan. Lı́nea
blanca: Polı́gono formado al unir los puntos de Vs en sentido con-
trario a las agujas del reloj. Cuadrado amarillo: Posición de su
centroide. Lı́nea azul: Polı́gono convexo. . . . . . . . . . . . . . . 204

5.8. A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gra-
diente. D: Semillas seleccionadas por la medida de bondad de la
ecuación 5.3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 221

5.9. A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gra-
diente. D: Semillas seleccionadas por la medida de bondad de la
ecuación 5.3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 222

5.10. A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gra-
diente. D: Semillas seleccionadas por la medida de bondad de la
ecuación 5.3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 223

5.11. A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gra-
diente. D: Semillas seleccionadas por la medida de bondad de la
ecuación 5.3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 224

5.12. A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gra-
diente. D: Semillas seleccionadas por la medida de bondad de la
ecuación 5.3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 225

5.13. A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gra-
diente. D: Semillas seleccionadas por la medida de bondad de la
ecuación 5.3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 226

5.14. Distintos tipos de transición entre regiones. A: Transición suave
entre regiones de diferente color. B: Cambio de color brusco entre
regiones de color similar. . . . . . . . . . . . . . . . . . . . . . . 233

5.15. Esquema con los pasos a seguir para calcular la similitud entre
regiones. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 234

5.16. A: Cálculo de la medida de imprecisión en la transición entre dos
regiones. B: Cálculo de la medida de parecido en las caracterı́sti-
cas de dos regiones. . . . . . . . . . . . . . . . . . . . . . . . . . 237
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Capı́tulo 1

Introducción

El contenido multimedia, y en particular las imágenes digitales, adquieren
cada vez mayor importancia debido, entre otros, a los avances tecnológicos de los
últimos años. Cada vez hay más demanda de entornos multimedia, tanto locales
como accesibles a través de red, que incorporen el uso de información visual como
medio de interacción con el usuario. Esto está provocando un gran crecimiento de
las bases de datos de imágenes en campos como, por ejemplo, la investigación
espacial, la medicina, las colecciones pictóricas o, a menor escala, los álbumes
fotográficos de uso doméstico. Surge, por tanto, la necesidad de desarrollar nuevas
técnicas que permitan manipular este tipo de información de una forma eficaz y
sencilla. En este ámbito se engloban las técnicas de visión artificial, que tienen
como objetivo el análisis y procesamiento de imágenes digitales.

Son muchos los elementos a analizar en una imagen, y muchos los proble-
mas a afrontar en dicho análisis, tales como la eliminación de ruido, la com-
presión de imágenes, la localización y clasificación de objetos, o la extracción
de propiedades 3D. Entre ellos, un papel destacado lo ocupan los métodos de
segmentación automáticos, que tienen como finalidad la localización de dife-
rentes regiones presentes en una imagen. El resultado de la segmentación sue-
le ser un paso previo y fundamental en sistemas más amplios y complejos; por
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ejemplo, en aplicaciones médicas, donde las técnicas de segmentación permiten
identificar regiones correspondientes a algún tipo de lesión [5, 11, 16, 119, 122,
169, 219, 231, 249, 255, 279, 283, 287, 295, 323, 334, 336]; en aplicaciones mili-
tares, que traten de localizar ciertos tipos de instalaciones, armamento o vehı́cu-
los [19, 20, 36, 72, 81, 84, 101, 123, 170, 201, 215, 234, 265, 324]; en sistemas de
navegación de robots [7, 7, 27, 114, 147, 235, 239], en la identificación y clasi-
ficación de objetos [18, 89, 113, 163, 172, 191, 201, 254, 289, 320, 324], en los
sistemas de seguridad basados en inspección visual [135, 303, 338, 358], o en
la recuperación de información visual en grandes bases de datos de imágenes
[14, 77, 88, 95, 99, 129, 175, 228, 237, 259, 273, 301].

Dado el papel que juega la segmentación en fases posteriores del análisis, es
importante aclarar qué se entiende por segmentación y, en particular, qué es una
región en una imagen. En general, la segmentación de imágenes se puede defi-
nir como ”el proceso de dividir una imagen en distintas regiones, pertenecientes
a diferentes objetos, de forma que cada región cumpla cierto criterio de homo-
geneidad, si bien la unión de dos regiones adyacentes cualesquiera dejarı́a de
cumplir dicho criterio” [44,47]. En esta definición juega un papel fundamental el
concepto de región, cuya definición más extendida la describe como “un conjunto
de pı́xeles semejantes y conectados“. La semejanza inducirá el tipo de homogenei-
dad que caracteriza a la región (p.e., si hablamos de semejanza en color, diremos
que las regiones obtenidas son homogéneas en relación al color). Nótese que la
segmentación no se preocupa de la identidad de los objetos; de hecho, es impor-
tante no confundir el problema de la segmentación de imágenes con la idea de
“detección de objetos“ (en muchos casos, el reconocimiento de objetos parte de
los resultados previos de la segmentación).

En el capı́tulo 2 de esta memoria se presentan los distintos enfoques que, hasta
ahora, se han desarrollado para dar solución al problema de la segmentación. Co-
mo se verá más adelante, la mayorı́a de las técnicas actuales dan como resultado
una segmentación precisa en la que, dado un punto de la imagen, éste sólo puede
pertenecer a una de las regiones [15, 23, 43, 66, 94, 195, 244, 272]. Sin embargo,
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existen efectos en la imagen derivados de la iluminación, la superposición de ob-
jetos o los degradados de color, entre otros, que con esta definición de región no
pueden ser representados adecuadamente.

En la figura 1.1 se observan algunos de estos casos, mostrándose imágenes
con contornos imprecisos, regiones que se solapan, efectos de brillos y sombras,
variaciones suaves de color, etc. Ası́, por ejemplo, la imagen 1.1(A) muestra dos
regiones solapadas, una de ellas semitransparente, en las que, para todos los puntos
situados en la zona de intersección, se podrı́a considerar que pertenecen tanto a la
región asociada al cı́rculo rojo como a la del cuadrado amarillo. Sin embargo, una
técnica de segmentación precisa dirı́a que un punto de dicha zona pertenece sólo
al cı́rculo, o sólo al cuadrado o, en último caso, dirı́a que es una región diferente de
las anteriores. Otro caso es el mostrado en la imagen 1.1(B), correspondiente a una
región cuyo contorno es impreciso. En este caso, no resulta evidente qué puntos
de dicho contorno pertenecen al objeto y qué puntos pertenecen al fondo.

Todos estos efectos mostrados en la figura 1.1 no pueden ser modelados correc-
tamente con una técnica de segmentación precisa. Para afrontar estos proble-
mas, en los últimos años han surgido propuestas que obtienen modelos de región
capaces de recoger la imprecisión inherentes a ellas. Un claro ejemplo son las
técnicas basadas en Lógica Difusa (descritas en el capı́tulo 2 de esta memoria),
que permiten, dado un pixel, asignarle grados de pertenencia a diferentes regio-
nes [8, 11, 35, 145, 225, 241, 352]. Ası́, para el ejemplo de la imagen 1.1(A), una
técnica de segmentación difusa dirı́a que cualquier punto de la intersección perte-
nece tanto al cı́rculo como al cuadrado, asignando grados de pertenencia positivos
a ambas regiones. Nótese que estos modelos no sólo se adaptan a los efectos ante-
riormente mencionados (contornos imprecisos, regiones solapadas, etc.), sino que
además ofrecen una representación más completa de estas regiones, permitiendo
mantener toda la información disponible sobre ellas hasta las últimas etapas del
procesamiento.
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Figura 1.1: Ejemplos de regiones no precisas.

Como se ha indicado, las técnicas difusas permiten adaptarse y representar
la imprecisión propias de una región; sin embargo, no todas ellas dan resulta-
dos acordes a nuestro concepto de región. Un ejemplo de ello son las técnicas
de agrupamiento difuso que, si bien asignan grados de pertenencia, no modelan
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una región como tal, sino como un agrupamiento difuso de pı́xeles [13, 55, 144,
168, 182, 221, 359]. Esto implica que, dada una agrupación, los puntos pertene-
cientes a ella no tienen por qué estar ”conectados”. Por ejemplo, si consideramos
la imagen 1.1(C), una técnica de agrupamiento difuso nos dirı́a que el brillo del
sol y su reflejo en el mar corresponden a una misma región, cuando en realidad
son dos regiones diferentes. Este mismo problema lo tendrı́an otras propuestas
que aparecen en la literatura como, por ejemplo, las basadas en histogramas difu-
sos [10, 105, 189, 261, 310] o en el uso de reglas difusas [75, 112, 149, 257, 308].
En general, todas estas técnicas adolecen de un mismo problema: no tienen en
cuenta información sobre la topologı́a de la imagen, sino que se limitan a agrupar
los pı́xeles de acuerdo a sus caracterı́sticas.

Si bien la mayorı́a de las técnicas de segmentación difusa que se encuentran
en la literatura se engloban dentro de las técnicas de agrupamiento, en los últimos
años han surgido nuevas propuestas que incorporan información topológica en
el modelado de una región [60, 253, 271, 317]. Estas técnicas, a las que se suele
denominar ”basadas en caminos”, parten de la idea de conectividad difusa para
medir el grado de relación entre dos pı́xeles cualquiera de la imagen. Ası́, dado
un punto representativo de la región (al que se denomina “semilla“), los métodos
basados en caminos calculan el grado de pertenencia de un pixel a una región en
base al grado de conectividad de dicho pixel al punto semilla.

No obstante, existen numerosos problemas abiertos en el ámbito de la segmen-
tación difusa basada en caminos. En primer lugar, es necesario definir un criterio
adecuado para medir el grado de conectividad entre pı́xeles; en este sentido, la
mayorı́a de las propuestas agregan, mediante suma o máximo, el conjunto de dis-
tancias entre elementos consecutivos del camino. En este punto, se hace necesario
un estudio más profundo sobre medidas de conectividad y, relacionadas con ellas,
medidas de semejanza entre pı́xeles.

Otro aspecto a analizar en el ámbito de los modelos basados en caminos es
cómo obtener, a partir de la conectividad, un modelo difuso de la región, es decir,
un subconjunto difuso de pı́xeles que defina la región difusa. En este ámbito, un
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problema no resuelto por las técnicas existentes es la adaptación de las medidas
de conectividad al tipo de región modelada (hay que tener en cuenta que, para
una imagen dada, se pueden encontrar regiones de muy diversa naturaleza: más o
menos precisas, con más o menos variaciones en el color, etc).

Independientemente de la técnica utilizada para obtener el modelo asociado
a una región, hay que tener presente que la segmentación de una imagen propor-
ciona como resultado final un conjunto de regiones que, en el caso de las técnicas
difusas, corresponde a un conjunto de subconjuntos difusos. En este punto, un
aspecto a considerar es el nivel de detalle (o escala) con el que se analiza la ima-
gen; suponiendo, por ejemplo, la imagen de un bosque con varios árboles: según
el objetivo del análisis, puede que interese analizar elementos como las copas de
los árboles o los troncos (poco detalle), o puede que queramos estudiar elementos
de mayor detalle, como por ejemplo las ramas o incluso las hojas. Este aspecto
influye a la hora de segmentar una imagen, pues un mayor nivel de detalle impli-
cará mayor número de regiones. En general, la adaptación al nivel de “granulari-
dad“ con el que se analiza la imagen implica (i) un número pequeño de regiones
de gran tamaño y poco homogéneas, si el nivel de detalle es bajo, o (ii) un número
grande de regiones pequeñas y muy homogéneas, cuando la precisión y el nivel
de detalle son altos.

Por tanto, dada una imagen será necesario determinar el número y localiza-
ción de las regiones para un nivel de detalle dado. Para abordar este problema,
en la literatura encontramos algunas propuestas para el caso de segmentaciones
precisas, si bien la mayorı́a de ellas son técnicas sencillas basadas en la fusión
de regiones [79, 133, 205, 211]. Para el caso de las segmentaciones difusas, sin
embargo, el problema de la granularidad es una cuestión aún por resolver.

Objetivos

Teniendo presente todo lo anterior, el objetivo que abordamos en esta memoria
es el desarrollo de una técnica de segmentación de imágenes que permita resolver
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los dos principales problemas antes comentados: en primer lugar, obtener mode-
los de regiones que permitan representar la imprecisión existente, adaptándose a
las caracterı́sticas de las mismas; en segundo lugar, proporcionar segmentaciones
a distintos niveles de granularidad. Para ello, planteamos el uso de técnicas de
segmentación difusa basada en caminos. De forma más especı́fica,

Para obtener modelos capaces de adaptarse a las caracterı́sticas de las re-
giones y recoger la imprecisión, se plantean los siguientes subobjetivos: (i)
definir medidas de semejanza y conectividad difusas entre pı́xeles, y (ii)
proporcionar un procedimiento de cálculo de la función de pertenencia que
se adapte a las caracterı́sticas de la región bajo estudio, mediante el uso de
las medidas propuestas

Para obtener segmentaciones a distintos niveles de granularidad, se plantea
como objetivo el estudio de relaciones difusas de similitud entre regiones
de una segmentación inicial. El uso de relaciones de similitud nos permi-
tirá obtener una jerarquı́a anidada de segmentaciones difusas, estructura que
permite representar los distintos niveles de granularidad y las segmentacio-
nes correspondientes.

Estructura de la memoria

A continuación describiremos brevemente la organización por capı́tulos de
esta memoria.

En el capı́tulo 2 se lleva a cabo una revisión de las técnicas de segmenta-
ción más relevantes aparecidas en la literatura, incluyendo en dicha revisión tanto
técnicas precisas como difusas. Por otro lado, se describen las principales carac-
terı́sticas de los espacios de color usados en esta memoria.

En el capı́tulo 3 se abordarán los conceptos de semejanza y conectividad en
los que se basa la definición de región. Concretamente, se definirá una relación
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de semejanza difusa entre pı́xeles que posteriormente se utilizará para definir la
conectividad difusa.

En el capı́tulo 4 se modelará una región difusa a partir de la medida de co-
nectividad definida en el capı́tulo anterior. Además, se mostrará como adaptar las
medidas de conectividad en función del tipo de región modelada.

En el capı́tulo 5 se planteará el modelo general de segmentación difusa pro-
puesto en esta memoria, partiendo de la definición de región difusa desarrollada en
el capı́tulo anterior. Se abordará el problema de la siembra, inherente a las técnicas
basadas en regiones, y se desarrollará una metodologı́a para obtener una jerarquı́a
anidada de segmentaciones difusas, cada una de las cuales corresponderá a un
nivel de detalle diferente.

Finalmente, se expondrán las conclusiones y trabajos futuros en el capı́tulo 6.
Adicionalmente, en el apéndice A se expondrán algunos conceptos básicos sobre
Lógica Difusa.



Capı́tulo 2

Antecedentes y Preliminares

Al abordar el problema de la segmentación, es importante tener presente que el
objetivo que persigue es extraer las regiones que hay en la imagen, no los objetos
representados en ella [59, 185, 276]. Debido a la relación entre ambos términos,
es habitual que se confundan. Sin embargo son nociones diferentes ya que las
regiones sirven como punto de partida para reconstruir objetos, lo cual es una
etapa posterior del procesamiento que requiere la aplicación del conocimiento. La
detección de objetos es un ejemplo del gran número de aplicaciones que parten de
los resultados de una segmentación para llevar a cabo un procesamiento de más
alto nivel, como la recuperación, el análisis, la transmisión o la compresión de
imágenes [15, 62, 92, 95, 98, 109, 119, 158, 160, 216] .

Esta es una de las razones por las que en los últimos treinta años se han de-
sarrollado un gran número de técnicas de segmentación, con diferentes objetivos
y campos de aplicación. Las primeras técnicas desarrolladas daban como resulta-
do segmentaciones precisas (crisp) de imágenes en niveles de gris, habitualmente
basadas en un proceso de umbralización [272], en las que cada pı́xel de la imagen
pertenecı́a a una única región. Sin embargo, como se ha indicado en la introduc-
ción de esta memoria, existen diversos efectos en imágenes reales que son difı́ciles
de tratar y representar para las técnicas de segmentación precisas. En palabras de
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Priese et al. la segmentación de imágenes se utiliza para obtener una representa-
ción simbólica, abstracta, de la imagen, la cual está ı́ntimamente relacionada con
la calidad de los posteriores análisis y procesamientos de la imagen [258], por lo
que dicha segmentación debe representar lo mejor posible la información que hay
en la imagen.

A principios de 1981 Bezdek [17], Kandel [145] y Pal [244] comenzaron a
aplicar la Lógica Difusa al reconocimiento de patrones. Más tarde, debido a la
flexibilidad y capacidad de modelado y adaptación de los conjuntos y medidas
difusas, esta tendencia se extendió a otros ámbitos del procesamiento de imáge-
nes [50], entre ellos a las técnicas de segmentación. La posibilidad de obtener
segmentaciones que representen mejor la imagen a través de la aplicación de la
Lógica Difusa hizo que durante los años siguientes muchas de las técnicas precisas
se extendieran al ámbito difuso [50, 309, 318].

En la sección 2.1 se describirán las caracterı́sticas básicas de los distintos tipos
de técnicas de segmentación precisa, mientras que en la sección 2.2 se estudiarán
las propuestas difusas existentes en la literatura.

Una importante cuestión a decidir al abordar el problema de la segmenta-
ción, independientemente del tipo del que se trate, es la elección del conjunto de
caracterı́sticas e informaciones que se utilizarán para segmentar la imagen. Esta
cuestión se abordará en la sección 2.3.

2.1. Técnicas de Segmentación Precisas

En la literatura se pueden encontrar diversas formas de clasificar las técnicas
de segmentación (precisas) [15, 23, 43, 44, 91, 94, 195, 272], aunque la mayorı́a
de ellas tiene una base común, que se resume en el esquema de la figura 2.1. En
este esquema se distinguen tres categorı́as básicas: las técnicas de segmentación
basadas en pı́xeles, las basadas en fronteras y las basadas en regiones. Existe una
cuarta categorı́a que reúne las técnicas basadas en propiedades fı́sicas, aunque no
todos los autores la distinguen puesto que se basa en introducir, en las técnicas de



2.1 Técnicas de Segmentación Precisas 11

segmentación de las otras tres categorı́as, modelos sobre iluminación y reflexión
basados en la superficie de los objetos.

Figura 2.1: Clasificación de las técnicas de segmentación.

La distinción entre las tres categorı́as básicas viene dada por la diferente forma
que tienen de definir el proceso de segmentación y por el tipo de resultados que
proporcionan:

Para las técnicas basadas en pı́xeles la segmentación, según Moghaddamza-
deh et al. [225], consiste en agrupar los pı́xeles de una imagen en conjuntos
homogéneos respecto a una o varias caracterı́sticas.

Según Lucchese et al. [195], la segmentación de imágenes es una opera-
ción de bajo nivel relativa a la partición de una imagen [...] mediante la
localización de bordes o fronteras.

En cuanto a las técnicas basadas en regiones, para Cheng et al. [42, 44] la
segmentación de imágenes es el proceso de dividir una imagen en distintas
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regiones, pertenecientes a diferentes objetos, tales que cada región es ho-
mogénea pero si se unen dos regiones adyacentes cualesquiera dejan de ser
homogéneas. La etapa de segmentación no se preocupa de la identidad de
los objetos.

Intuitivamente, la noción de región representa la agrupación de un conjunto de
pı́xeles que se parecen entre sı́ y que están relacionados o conectados formando
una componente conexa. Esta idea se encuentra formalizada en diversas referen-
cias [4,103,130,203,225,256,264,264,311], cuyas definiciones se pueden resumir
del siguiente modo:

Definición 2.1 Una región Rs de una imagen I, es un conjunto de pı́xeles seme-
jantes y conectados.

De acuerdo a esta definición de región, el proceso de segmentación se define
como sigue:

Definición 2.2 La segmentación de una imagen se define como el proceso de par-
ticionar la imagen en subconjuntos de pı́xeles semejantes y conectados.

De los tres tipos de técnicas, únicamente las basadas en regiones son acordes
a esta definición y dan regiones como resultado. Las técnicas basadas en pı́xe-
les clasifican o agrupan los pı́xeles de la imagen de acuerdo a sus caracterı́sticas,
sin tener en cuenta relaciones espaciales. Al no contemplar la conectividad, los
resultados que proporcionan son conjunto de pı́xeles parecidos pero que pueden
estar dispersos en diferentes localizaciones de la imagen. Por su parte, las técni-
cas basadas en fronteras tratan de localizar los contornos de la región, pero no
extraen la región propiamente. Para ello serı́a necesario un post-procesamiento de
la imagen, o bien la utilización de una técnica hı́brida que combine las propuestas
de las basadas en regiones y las basadas en fronteras. Según esto, únicamente las
basadas en regiones son acordes a esta definición y dan regiones como resultado,
ya que a la hora de construir las regiones se van agrupando los pı́xeles próximos
espacialmente y en sus caracterı́sticas.
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Técnicas basadas en pı́xeles

Algunas de las técnicas que se enmarcan dentro de esta categorı́a son las basa-
das en umbralización, que constituyen las primeras propuestas [240,272,335], que
con el tiempo fueron evolucionando para aplicarse sobre histogramas de la ima-
gen [46, 48, 105, 189, 190, 200, 269]. En muchas ocasiones, se utilizan los picos
de estos histogramas para realizar un agrupamiento aunque en las propuestas más
recientes se suelen aplicar redes neuronales. A continuación se comentan estos
cuatro tipos de técnicas de segmentación.

Las técnicas basadas en umbralización asumen que los pı́xeles cuyo valor
(nivel de gris, color, textura,...) se encuentra dentro de un determinado rango
pertenecen a la misma clase [86]. Estas técnicas resultan útiles cuando las
imágenes sólo contienen dos componentes opuestos, por ejemplo al distin-
guir un objeto del fondo [272]; sin embargo, si existen más tipos de regiones
en la imagen, no funcionan adecuadamente.

Las primeras técnicas basadas en histogramas estaban pensadas para imáge-
nes de niveles de gris [189], aunque hoy en dı́a se aplican sobre otras carac-
terı́sticas tales como la homogeneidad [48] o la entropı́a [176,308]. También
existen versiones para imágenes en color [48,105,200,227,269] aunque, da-
do que la construcción y manipulación de un histograma 3D puede resultar
muy compleja y costosa, suele ser necesario realizar un pre-procesamiento
para reducir la dimensionalidad del color (o del conjunto de caracterı́sti-
cas utilizado). Una vez construido el histograma, estas técnicas realizan una
umbralización o localizan los “picos” o “modas” más representativas del
mismo. Un inconveniente de este tipo de técnicas es la pérdida de algunos
de los objetos de la imagen, si estos son pequeños y no ocupan suficientes
pı́xeles como para constituir un pico elevado en el histograma.

Los algoritmos de agrupamiento o Clustering [6,74,173,174,221,224,248]
parten de un conjunto de vectores iniciales de caracterı́sticas (uno por cada
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grupo o cluster) y van clasificando los pı́xeles de la imagen dentro de una
de las categorı́as asociadas a dichos vectores. Cada pı́xel se asigna al grupo
al que es más parecido, lo cual se traduce en asociarlo al grupo con cuyo
centro tiene menor distancia. Normalmente son procesos iterativos en los
que se refina la clasificación e incluso puede variar el número de grupos
existentes. Dos cuestiones que deben resolver este tipo de técnicas son la
determinación del número de grupos y la selección de una condición de
parada. Los métodos de agrupamiento fueron los primeros en contar con una
extensión al caso difuso, impulsada sobre todo por el ámbito de la medicina
y el análisis de imágenes de resonancias magnéticas [1, 104, 152]. Dentro
de esta categorı́a existen diferentes propuestas, entre las que destacan las
siguientes:

• El algoritmo K-medias [138, 164, 331], que fue uno de los primeros
en ser extendido al ámbito difuso, es muy utilizado en cuantización y
compresión de datos. Este algoritmo consiste en, dado un conjunto de
k vectores de caracterı́sticas de los pı́xeles (centroides), clasificar éstos
asignándolos al más próximo, y recalcular en cada iteración dichos
centroides como la media de los vectores que se han asignado a su
grupo.

• El algoritmo ISODATA [67,188,305,306] (técnica de análisis de datos
iterativa auto-organizada), es otro algoritmo habitualmente utilizado
para el agrupamiento, en el que en cada iteración, además de los cen-
tros de los grupos, también se actualizan los parámetros del algoritmo
(el número deseado e inicial de grupos, los umbrales del número de
pı́xeles para la eliminación y división grupos, ası́ como de distancia
entre ellos, y el número máximo de mezclas en cada iteración y de
iteraciones).

Las redes neuronales [83] son frecuentemente utilizadas en problemas de
clasificación y agrupamiento debido a su capacidad de procesamiento pa-
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ralelo, ya que exploran simultáneamente un conjunto de hipótesis. Al estar
formadas por un conjunto de nodos y enlaces ponderados, constituyen un
sistema complejo de interdependencias, que proporcionan una no linealidad
capaz de modelar funciones muy generales. Poseen el inconveniente del ele-
vado tiempo de entrenamiento de la red. Sin embargo, una vez entrenada, la
clasificación es rápida. Esto hace que sean adecuadas para aplicarlas a tipos
concretos de imágenes, para los que se pueda entrenar la red, pero no tanto
cuando las imágenes son de variada naturaleza. Entre las redes neuronales
destacan:

• Las redes neuronales de Hopfield [34,124,274,356]. El problema de la
segmentación en este tipo de técnicas se traduce en minimizar la fun-
ción de energı́a de la red, a partir de la cual se construye ésta. Suelen
requerir un análisis previo del histograma, a partir del cual se obtiene
una segmentación poco refinada de la imagen y se determina tanto la
estructura como la inicialización de la red.

• Los mapas auto-organizados (SOM) [74, 134, 190]. Este tipo de ma-
pas proyectan el espacio de entrada en prototipos de grids regulares de
pequeña dimensión que se utilizan para visualizar y explorar las pro-
piedades de los datos. Entre ellos, destaca el SOM de caracterı́sticas
de Kohonen [190,345], muy utilizado para el agrupamiento, especial-
mente para resolver problemas de sobre-segmentación (cuando se tie-
ne un número excesivo de regiones), para los que indica qué regiones
se han de unir, a partir de la información de color en la imagen y de
la sobre-segmentación. Una variante de ellos son los mapas lineales
locales (LLM). La ventaja de los SOM es que suelen ser más rápidas
que otras redes.

Como se comentó anteriormente, el principal inconveniente de las técnicas
basadas en agrupamiento es que no proporcionan regiones sino conjunto de pı́xe-
les similares. Al no tener en cuenta las relaciones espaciales entre los datos, la
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incertidumbre espacial es máxima pudiendo tener dispersos en la imagen pı́xeles
de un mismo grupo.

Técnicas basadas en Fronteras

Estas técnicas se caracterizan porque proporcionan contornos bien definidos y
trabajan bien cuando las regiones a ambos lados del contorno tienen caracterı́sticas
muy diferentes. Sin embargo, esta condición no se suele dar en imágenes reales.
Si además las regiones tienen similar color y diferente textura las fronteras ra-
ramente llegan a cerrarse. Los métodos de segmentación basada en contornos se
pueden agrupar en dos categorı́as, distinguidas por Davis et al. [66]: las técnicas
locales y las globales. Dentro de esta clasificación no se consideran los modelos
deformables, que comenzaron a ser utilizados en segmentación posteriormente.
Las caracterı́sticas de cada uno de estos tipos de técnicas son las siguientes:

Las técnicas locales de detección de bordes suelen calcular el gradiente me-
diante máscaras de diferenciales con el fin de detectar y seguir el contorno
de las regiones. En este tipo de técnicas la decisión sobre si un pı́xel o un
grupo de pı́xeles pertenece a una frontera o no, es independiente del hecho
de que otro pı́xel o grupo de pı́xeles pertenezcan a la misma. El principal
problema de estas técnicas reside en la elección de los pesos que conforman
la máscara, puesto que los operadores de cálculo del gradiente de este tipo
(Roberts, Sobel, Prewitt, Laplaciana) necesitan que haya un cambio grande
en las caracterı́sticas de los pı́xeles adyacentes, lo que da lugar a que gene-
ralmente sólo detecten bordes abruptos. Además, como el cálculo se realiza
sobre pequeñas ventanas, son métodos muy sensibles al ruido. Otra opción
es utilizar un filtro paso alta en el dominio de las frecuencias utilizando el
operador de Fourier, ya que las altas frecuencias están asociadas a cambios
bruscos como los de las fronteras.

Las técnicas globales de detección de fronteras se basan en la búsqueda de
heurı́sticas y en la programación dinámica o en campos de Markov. Suelen
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suavizar la información del tono y luego la combinan con la información de
los contornos extraı́dos en niveles de gris, obteniendo un mapa de fronteras
que descarta los efectos derivados de la iluminación. En general, en estas
técnicas el resultado sobre la pertenencia a una frontera en un punto dado
es dependiente de los pı́xeles vecinos de éste.

Los modelos deformables (snake) [56,183,223,312] son otra aproximación
para la localización de los contornos, basada en la definición de polı́gonos
cuyos lados son splines, lo que permite obtener formas más redondeadas.
Cuanto menor sea el lado del polı́gono, más anguloso será el vértice y me-
diante otros parámetros se incorporan otras informaciones sobre la región a
que se está ajustando. El inconveniente es que estas técnicas requieren ser
ajustadas para cada región o cada tipo de imagen y además, dado que to-
dos los puntos se ajustan a la vez mediante una técnica de minimización, es
posible que no todos los puntos se ajusten adecuadamente [59].

Como indican Cheng et al. [44], este tipo de técnicas no puede segmentar la
imagen por sı́ mismas aunque proporciona información muy útil sobre sus contor-
nos, que suele ser utilizada en combinación con otras técnicas de segmentación.
Además, la salida que proporcionan los detectores de fronteras en muchos casos
sólo proporciona candidatos a bordes de las regiones, debido a que las fronteras
suelen ser discontı́nuas o sobre-detectadas [86]. Esto hace que suelan requerir un
post-procesamiento y que se suelan utilizar en combinación con otras técnicas,
habitualmente basadas en regiones. Otro inconveniente al que han de enfrentarse
las técnicas de segmentación basadas en fronteras es la incertidumbre. Ésta surge
tanto si se enfoca el método como un problema de filtrado como si se considera
un problema de estimación estadı́stica. En ambos casos al diseñar el algoritmo
entran en conflicto la inmunidad al ruido y la necesidad de localización, debido a
que ambos requerimientos, según el principio de la incertidumbre del análisis de
la señal, son contradictorios: al incrementar la inmunidad al ruido, se realiza un
mayor promedio espacial y, por tanto, se reduce la localización espacial.
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Técnicas basadas en Regiones

Los métodos de segmentación basados en regiones son los que proporcionan
regiones acordes a la definición 2.1, ya que incorporan información sobre la to-
pologı́a de la imagen, entendiendo por tal la noción introducida en 1990 por Kha-
limsky et al. [153–157]. Según Khalimsky et al. una imagen digital está asociada
a un espacio topológico, en el que los pı́xeles se pueden considerar nodos de un
grafo y sus adyacencias los arcos del mismo.

Las técnicas de segmentación basadas en regiones [4, 53, 103, 130, 225, 264]
parten de la suposición de la existencia de un elemento (pı́xel o región) represen-
tativo de la región que se pretende segmentar: la semilla. De forma muy general,
lo que hacen es estudiar aquellos elementos topológicamente conectados con la
semilla -entendiendo por tales los que estén en su entorno o con los que exista un
arco, según el caso - y fusionar con ella aquellos que cumplan una determinada
condición de homogeneidad. Este proceso se repite con la nueva región obtenida,
hasta obtener el resultado. Habitualmente se sigue un un criterio de homogenei-
dad o uniformidad del color, aunque hay casos en que esta homogeneidad viene
dada por otro tipo de criterios [86, 141, 264]. La metodologı́a basada en regiones
suele funcionar mejor que las demás cuando se enfrenta a texturas aunque puede
dar lugar a una sobre-segmentación. Además, estos métodos suelen verse menos
afectados por el ruido que la mayorı́a de las otras técnicas. Este tipo de técnicas
es una de las más ampliamente utilizadas ya que incorporan tanto la información
de las caracterı́sticas de los pı́xeles como de sus relaciones espaciales.

Dentro de las técnicas basadas en regiones se encuentran tres grandes grupos:
las de partición y/o fusión, las de crecimiento de regiones y las morfológicas:

Las técnicas de fusión y/o división son técnicas de naturaleza jerárquica que
construyen una segmentación de la imagen mediante una estrategia bottom-
up o top-down, respectivamente:

• La segmentación de imágenes por partición (split) [246, 340] parte de
un conjunto de regiones grandes y heterogéneas (en principio, la ima-
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gen entera), que se van dividiendo hasta obtener subregiones más pe-
queñas y homogéneas. Esta técnica no suele utilizarse de forma inde-
pendiente, debido a que las regiones que ofrece como resultado tienen
un contorno claramente cuadrado. Esto se debe a que la formación
de subregiones se suele hacer dividiendo de forma iterativa y en un
número fijo de cuadrados aquellas regiones que no cumplen el crite-
rio de homogeneidad. En consecuencia, el resultado que se obtiene no
corresponde con la forma que suelen tener los objetos en las imágenes
naturales. Además, tiende a perder las regiones pequeñas, quedando
estas incluidas en regiones mayores, y hay que tener en cuenta que
este método da lugar a un número elevado de regiones ya que una vez
se ha dividido una región en varias partes, no hay ningún proceso de
fusión que permita agrupar en una, aquellas regiones adyacentes que
sean homogéneas entre sı́.

• En los métodos de segmentación por fusión de regiones (merge) [64,
212, 278] se toma como punto de partida un conjunto de pequeñas
regiones homogéneas, que se van uniendo sucesivamente siempre y
cuando sean adyacentes y tras la unión se obtenga una región mayor
que siga cumpliendo la condición de uniformidad que se impone como
guı́a del proceso. Normalmente, comienzan considerando cada pı́xel
de la imagen como una región independiente y van agrupando pı́xeles
vecinos en regiones de similar color. Si bien estos métodos suelen
mejorar los contornos obtenidos con las técnicas de segmentación por
partición, pues las regiones finales tienen fronteras menos cuadradas,
presentan casi los mismos inconvenientes que dicha técnica.

• La fusión y división de regiones consideran simultáneamente la po-
sibilidad de unir regiones adyacentes y homogéneas y la de dividir
aquellas que resulten poco homogéneas. De esta forma, se combinan
las ventajas de ambas técnicas y se reducen sus inconvenientes. Con
esta metodologı́a el resultado final ofrece un menor número de regio-
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nes que en los otros dos casos, y sus contornos son considerablemente
más suaves y realistas que los de las imágenes obtenidas con ambas
técnicas por separado.

Entre las técnicas morfológicas de segmentación [76,166,251] el exponen-
te más representativo es la segmentación por inundación o watershed. Esta
técnica se suele aplicar sobre el gradiente de una imagen, viendo dicho gra-
diente como una topografı́a de fronteras (cumbres o montañas) y regiones
(valles). Este algoritmo simula un proceso de inundación en el que el agua
comienza a fluir por las semillas y continúa extendiéndose hasta que en-
cuentra una frontera (montaña) que le impide seguir su expansión. De esta
forma, el agua procedente de dos valles contiguos no se mezcla. Este méto-
do tiene la ventaja de que proporciona fronteras cerradas entre las regiones,
lo cual supone un avance con respecto a las técnicas basadas en fronteras.
Sin embargo, sus resultados suelen corresponder a una sobre-segmentación
de la imagen.

El crecimiento de regiones (region growing) [4,103,130,225,264] consiste
en tomar como punto de partida un conjunto de semillas ubicadas en dife-
rentes localizaciones de la imagen e ir haciendo crecer estas semillas según
un criterio de homogeneidad. Cada semilla dará lugar a una única región
en la imagen, por lo que el número de regiones que haya en la imagen final
vendrá determinado por el número de semillas que se tenga al inicio. La
técnica de crecimiento de regiones se caracteriza porque suele ser robusta
frente al ruido en las imágenes y rápida en cuanto a su ejecución. Además,
no requiere parámetros precisos. A estas propiedades hay que añadir que las
regiones que ofrece como resultado suelen tener contornos parecidos a los
reales y, además no favorece la obtención de regiones con un determinado
tamaño. Otra ventaja importante de los métodos de crecimiento de regiones
es que permiten incorporar fácilmente información sobre la topologı́a de
la imagen [110], y las relaciones espaciales entre los pı́xeles que integran
cada región. Sin embargo, poseen un inconveniente, dado que sus resulta-
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dos dependen de la posición en que se sitúen las semillas inicialmente, lo
que hace que esta etapa de inicialización adquiera gran relevancia. En las
versiones crisp de este algoritmo el resultado también suele ser dependiente
del orden en que se procesan las regiones, lo cual implica que diferentes or-
denaciones en el análisis de las regiones producen como resultado distintas
segmentaciones.

Las técnicas comentadas en esta sección permiten obtener una segmentación
de la imagen, ya sea de forma directa, como en el caso de las técnicas basadas en
regiones, o mediante un post-procesamiento que permita transformar la informa-
ción obtenida sobre agrupamientos o fronteras en regiones acordes a la definición
2.1. Sin embargo, las limitaciones de los dispostivos de captura de imágenes y la
discretización que llevan a cabo, fenómenos naturales como transparencias, bri-
llos, sombras, cambios graduales de color e, incluso, la propia naturaleza de los
objetos representados, hacen que la imprecisión esté presente en la mayorı́a de las
imágenes reales, y las técnicas comentadas en este apartado no son capaces de
tratar y representar esta imprecisión [23, 43, 44, 244, 297].

2.2. Técnicas de Segmentación Difusas

A la hora de detectar las regiones en una imagen, el problema de la imprecisión
se manifiesta, por ejemplo, en que no siempre van a estar bien definidos los lı́mites
de dichas regiones. Es habitual encontrar regiones que se solapan, contornos bo-
rrosos, transiciones suaves entre regiones diferentes, zonas con cambios graduales
en el color o en la iluminación, y otros casos en los que, dado un punto de una
imagen, no es fácil determinar a qué región pertenece. Lo ideal en esos casos serı́a
poder decir que el pı́xel pertenece a todas ellas, pero con un grado diferente a cada
una. Resolver esta cuestión fue uno de los motivos que impulsó la aplicación de
técnicas difusas a diferentes problemas del entorno de las imágenes [297].

El principal objetivo de las técnicas difusas de procesamiento y análisis de
imágenes es poder representar, modelar, y tratar esta imprecisión de la forma más
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realista posible. En el caso de la segmentación el objetivo que persiguen es, al
igual que las técnicas clásicas, extraer las regiones presentes en una imagen, pero
enriqueciendo el resultado aportando un modelo de representación de regiones
que permitan trabajar con esta imprecisión: los conjuntos difusos (ver apéndice
A).

La aplicación de la lógica difusa al problema de la segmentación es relati-
vamente reciente ya que, aunque las primeras publicaciones en este campo son
de 1993 y 1994 [32, 55], su mayor auge se alcanzó a principios de este siglo
[44, 50, 309]. Desde entonces hasta ahora se han propuesto un gran número de
técnicas de segmentación difusa que, basándose en las técnicas de segmentación
precisa, enfocan este proceso desde perspectivas diferentes, viéndolo como un
problema de clasificación o de formación de regiones conexas. Al igual que su-
cedı́a entonces, las técnicas basadas en clasificación difusa agrupan los pı́xeles de
acuerdo a sus caracterı́sticas, sin considerar las relaciones espaciales entre ellos.
Las técnicas difusas basadas en regiones, en cambio, sı́ tienen en cuenta la in-
formación sobre la topologı́a de la imagen. [59, 60, 139, 184, 232, 276, 298, 304],
dando como resultado regiones difusas.

Extendiendo al ámbito difuso la noción de región precisa dada por la defini-
ción 2.1, se llega a la siguiente definición de región difusa:

Definición 2.3 Una región difusa es un subconjunto difuso de pı́xeles semejantes
y conectados, tal que cada pı́xel de la imagen tiene un determinado grado de
pertenencia a dicho subconjunto.

Partiendo de esta definición la segmentación difusa de una imagen se puede
describir, según Foliguet et al [253], como un conjunto de regiones difusas cuyos
soportes están incluidos en el conjunto de pı́xeles de la imagen. De un modo más
formal, y extendiendo al campo difuso la definición 2.2:

Definición 2.4 Una segmentación difusa de una imagen es un conjunto de regio-
nes difusas, que a su vez son subconjuntos de pı́xeles semejantes y conectados, tal
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que cada pı́xel de la imagen tiene un determinado grado de pertenencia a dicho
subconjunto.

Al igual que sucedı́a en el caso preciso, son las técnicas de segmentación difu-
sa basada en regiones las que proporcionan un resultado acorde a esta definición.
Como se verá a continuación, las técnicas basadas en agrupamiento difuso o en
detección difusa de fronteras, para proporcionar una segmentación difusa ası́, han
de combinarse con otras técnicas basadas en grafos, redes neuronales u otras me-
todologı́as que permitan considerar la topologı́a de la imagen.

Técnicas difusas basadas en pı́xeles

Las técnicas de segmentación difusa basadas en pı́xeles tienen su origen en
los algoritmos de agrupamiento, en cuya versión difusa se asigna a cada pı́xel un
grado de pertenencia a cada grupo [68, 100, 238, 316, 341]. En el caso difuso no
está tan clara la división entre diferentes técnicas basadas en pı́xeles (histogra-
mas, agrupamiento y redes neuronales), ya que habitualmente se combinan las
tres, utilizando histogramas o redes neuronales difusas para obtener de forma no
supervisada los centroides que sirven de entrada a los algoritmos de agrupamiento
difuso [83].

Entre las técnicas de clasificación y agrupamiento difuso, destaca el algoritmo
de K-medias difuso (Fuzzy C-means) [211, 226, 342] en el que, de modo similar
a su antecedente preciso, se define un conjunto de k centros de referencia y se
clasifican los pı́xeles de la imagen asignándolos a cada grupo con un determinado
grado, que se calcula a partir de una medida de distancia. Este proceso se repite
de forma iterativa, actualizando los centros de los grupos hasta que se alcanza una
condición de parada. Las principales aportaciones en este grupo se centran en la
elección del conjunto de centroides de partida y la medida de la distancia entre los
puntos a clasificar.

En lo que se refiere a la elección del conjunto de centroides de partida, nor-
malmente se realiza mediante el estudio de histogramas y la localización
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de picos en los mismos. Estos histogramas suelen basarse en la informa-
ción de color [105, 269], aunque también existen versiones que trabajan
sobre otras caracterı́sticas de la imagen, como los basados en niveles de
gris [116], la homogeneidad [48], o el gradiente [54]. A partir de las mo-
das detectadas en estos histogramas, se obtienen los grupos calculando el
grado de pertenencia de cada pı́xel de la imagen a cada moda del histo-
grama [105]. También existen propuestas basadas en algoritmos competiti-
vos para determinar de forma no supervisada el número de grupos [24, 93].
Muchos de ellos se basan en la utilización de sistemas neuronales difu-
sos [5, 85, 148, 233, 285, 356], también llamados redes neuronales pondera-
das, como es el caso de la propuesta de Muhammed et al. [233]. En ella se
incorpora información topológica a la primera etapa del proceso de agru-
pamiento mediante una red neuronal ponderada que representa la imagen
y cuyos pesos se calculan a partir de las densidades locales. Sobre ella se
aplica un algoritmo de watershed para seleccionar el conjunto inicial de
centroides, que servirán de entrada al proceso de agrupamiento difuso.

Respecto a la medida de la distancia entre los puntos a clasificar, existe un
gran número de propuestas ya que las medidas se suelen adaptar al tipo de
imagen y a la información que se desea extraer. Un ejemplo de ello son las
numerosas medidas definidas en el entorno de la imagen médica, [54, 111,
182] para imágenes de resonancias magnéticas (MR, MRA), cardiografı́as,
angiogramas o mamografı́as.

Aunque son numerosas los aplicaciones de estas técnicas [52], presentan va-
rios inconvenientes, ya que suelen ser muy sensibles a pequeñas variaciones lo-
cales y no es fácil determinar el número de centros, además del elevado coste
computacional que suele tener el proceso completo y que se hace excesivo cuan-
do el conjunto de datos es muy grande.

Además, desde el punto de vista de la segmentación tienen el inconveniente
de no proporcionar regiones difusas como resultado sino, como se observa en la
figura 2.2, conjuntos difusos de colores en los que el grado de pertenencia indica
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el grado de parecido con el centroide. Suponiendo que en esta figura se quiere
representar la región blanca en el centro de la imagen 2.2 (A) (marcada con un
cuadrado azul), con un algoritmo de agrupamiento difuso se obtendrı́a un resulta-
do como el de la imagen 2.2 (B) en la que el blanco indica máxima pertenencia y
el negro pertenencia 0. Esta técnica, al agrupar los pı́xeles de similar color, darı́a
como resultado que el reflejo en el mar, en la parte central inferior de la imagen,
también pertenece al brillo del sol, y además, con un alto grado. Con una técnica
que incorpore la información sobre la topologı́a de la imagen y la conectividad
entre pı́xeles el resultado que se obtendrı́a mostrarı́a que realmente se trata de dos
regiones diferentes de la imagen, como muestra la imagen 2.2 (C) en la que, al no
formar parte de una misma componente conexa, el reflejo del sol tiene un grado
de pertenencia muy bajo a la región del sol.

Figura 2.2: Ejemplos de las dos principales categorı́as de segmentación difusa.
A: Imagen original. B: Resultado de un agrupamiento por k-medias difuso. C:
Resultado de una técnica basada en regiones.

Ejemplos como este muestran la necesidad de tener en cuenta la conectividad
en el cálculo de regiones difusas, dando lugar a técnicas hı́bridas, que tratan de
complementar los algoritmos de agrupamiento con un pre o post-procesamiento
que les permita detectar regiones conexas. Algunos ejemplos son las propuestas
basadas en la detección de componentes conexas o en la teorı́a de grafos [63],
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en la incorporación de información sobre los contornos presentes en la imagen
[1, 14, 303, 344] o en la combinación con una técnica basada en regiones como el
watershed [38, 208, 212]. Otra opción es enfocar el problema desde un principio
desde la perspectiva de la conectividad, que es precisamente la idea que funda-
menta las técnicas basadas en regiones.

Técnicas de segmentación difusa basadas en fronteras

Ası́ como las técnicas precisas basadas en pı́xeles y las basadas en regiones
han sido ampliamente extendidas al ámbito difuso, las basadas en regiones tienen
pocas versiones difusas. Entre las más relevantes destacan las de Garcia-Barroso
et al. [102], que proponen una medida basada en el argumento del vector gradiente
para calcular el grado en que un pı́xel se puede considerar una frontera y la de Suri
et al. [302], en la que se utilizan modelos deformables difusos para determinar las
fronteras entre la materia blanca y la gris en imágenes de resonancias magnéticas.

Técnicas de segmentación difusa basadas en regiones

La técnicas de segmentación difusa basadas en regiones, tales como las de
fusión de regiones [212], el watershed [252, 253] o las basadas en grafos [210]
resuelven el inconveniente de la falta de conexión entre regiones que se da en las
técnicas de agrupamiento difuso, introduciendo información sobre la topologı́a de
la imagen en cálculo de las regiones. Estas técnicas calculan el grado de perte-
nencia de un elemento a la región asociada a la semilla según la medida en que
cumplan las condiciones de homogeneidad y proximidad topológica respecto a
ella o a la región formada hasta ese momento.

Al igual que sucede con la selección del número de centroides en las técnicas
de agrupamiento, un inconveniente inherente a las técnicas basadas en regiones,
tanto precisas como difusas, es la selección de los puntos semilla. En la literatu-
ra la mayorı́a de las propuestas suelen realizar una sobre-siembra colocando las
semillas en los mı́nimos locales del gradiente [29, 253, 262], aunque hay algunas
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técnicas que trabajan con determinados tipos de imágenes y utilizan el conoci-
miento previo para realizar la siembra [109, 314, 323, 326], o aplican una técnica
no supervisada para su ubicación [86, 130].

Al igual que sucede con las técnicas difusas basadas en pı́xeles, también en
este caso es muy habitual encontrar combinaciones de las distintas técnicas difusas
basadas en regiones:

La mayor parte de los algoritmos de fusión de regiones difusos que se en-
cuentran en la literatura, aparecen en combinación con técnicas de waters-
hed [61, 207, 212] o de crecimiento de regiones [2], en las que se realiza
un post-procesamiento [64, 79] que ejecuta un proceso de fusión para re-
solver los posibles problemas derivados de una sobre-siembra. La filosofı́a
que se sigue en estos casos es la misma que en la versión precisa, ya que
se suele definir un criterio de homogeneidad entre regiones, utilizado para
unir de forma iterativa aquellas regiones adyacentes que verifiquen dicho
criterio [37]. La principal diferencia con respecto a las técnicas de fusión
precisas se encuentra en que las regiones unidas son difusas, siendo necesa-
rio extender las medidas de homogeneidad y adyacencia al ámbito difuso.
Un ejemplo es la propuesta de Hongwei et al. [121] en la que se utiliza una
medida de similitud difusa como criterio de homogeneidad. Esta medida se
calcula a partir de un grado de parecido entre las regiones y de semejanza
entre sus fronteras, y se ve ponderada a lo largo del proceso de fusión de
regiones. También existen propuestas como la de Del Amo et al. [68], que
aplican un proceso de fusión de regiones a los resultados de un algoritmo de
agrupamiento difuso con el fin de obtener regiones difusas topológicamente
conexas.

En lo que se refiere a las técnicas morfológicas, como se vio en el caso pre-
ciso suelen dar como resultado una sobre-segmentación que hace que suelan
ir acompañadas de una post-procesamiento en el que se realiza una unión
de regiones. Al igual que en el caso preciso, el algoritmo de watershed es
uno de sus principales representantes, aunque existen otras propuestas en
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la literatura como las de Sobrevilla et al. [231, 295, 296] en las que, para
detectar determinados tipos de células (sanguı́neas, óseas o corneales), se
utilizan elementos estructurales difusos cuya forma y estructura se define
de acuerdo al tipo de célula. En lo que se refiere a la versión difusa del al-
goritmo de watershed, la filosofı́a de funcionamiento es similar a su versión
precisa, salvo por que durante el proceso de inundación se asigna a cada
pı́xel un grado de pertenencia a cada región. Las propuestas en la literatura
difieren principalmente en la forma de calcular este grado de pertenencia.
En el caso de Foliguet et al. [252, 253] se utiliza una medida basada en la
distancia espacial y en color respecto a la semilla, mientras que en otras
propuestas como la de Makrogiannis et al. [212, 213] se lleva a cabo un
proceso previo de agrupamiento de los colores en la imagen y se obtiene el
grado de pertenencia a partir del parecido entre el color del pı́xel y el del
centroide del grupo al que pertenece la semilla.

Respecto a las técnicas de segmentación difusa basadas en regiones [46,127,
271, 360] realizan, para cada semilla, un proceso de crecimiento completo
en el que se extiende la semilla hasta ocupar toda la imagen. Estas versiones
difusas del algoritmo resuelven el problema de la secuencialidad que sufren
sus versiones precisas, ya que de este modo el resultado no depende del
orden en que se procesen las regiones. Una de las primeras propuestas en
la literatura es la de Moghaddamzadeh et al. [225], que en 1997 apuntó el
problema de la asignación de un pı́xel a una región cuando existe impre-
cisión, y propuso dos algoritmos para resolverlo, combinando la detección
de fronteras y el crecimiento de regiones. En estos algoritmos se utilizan
dos criterios difusos para calcular el grado de pertenencia de un pı́xel a
una región: uno que indique el grado de parecido y otro lo gradual que es
el cambio de color. Estos grados se combinan para obtener un “grado de
lejanı́a” con el que calcular las regiones difusas. Desde entonces hasta aho-
ra se han desarrollado diversas propuestas cuyas aportaciones se centran
en la definición de la función de pertenencia a las regiones incorporando
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distintos tipos de informaciones sobre adyacencia o afinidad [61, 325]. Un
ejemplo es la medida definida por Carvalho et al. [35, 117] en la que se mi-
de el grado de pertenencia utilizando una función exponencial de la media
de las caracterı́sticas de los pı́xeles en la región y un valor de aislamiento
isolation asociado al pı́xel. Este valor se obtiene como la menor de las dife-
rencias de las caracterı́sticas del pı́xel con las de cada pı́xel de su entorno.
Recientemente han tenido cierto impulso las técnicas basadas en caminos,
que calculan el grado de pertenencia de un pı́xel a una región mediante el
cálculo de una medida a lo largo del camino [271, 304, 317].

Otra propuesta es la de Demirci et al. [71], que define un conjunto de eti-
quetas asociadas a cada una de las componentes de color RGB y calcula
el grado de pertenencia del pı́xel a cada una de ellas; luego compara estos
valores con los grados de pertenencia del pı́xel semilla a cada una de las
etiquetas, obteniendo ası́ un grado de pertenencia a la región. Fan et al. [86]
y Xiaoyan et al. [64] también utilizan etiquetas para obtener el grado de
pertenencia a la región, en el primer caso sobre la orientación del gradien-
te en el espacio de color Y UV y en el segundo sobre la magnitud de las
distancias en cada una de las componentes de color del espacio HSI .

También hay referencias basadas en reglas de asociación [149,150,257,270]
que, aplicando el algoritmo genérico de segmentación basada en reglas, per-
miten detectar estructuras en la imagen que se repiten con frecuencia, por
lo que suelen utilizarse cuando las imágenes poseen texturas. Existen otras
propuestas como la de Xiaoyan Dai et al. [65] o la de Araújo et al. [9] Este
último estudia el 4-entorno del pı́xel y comprueba que su distancia en ni-
veles de gris respecto a la región esté por debajo de un umbral y, con esta
información aplica un conjunto de reglas para determinar el grado de per-
tenencia. Yuchou et al. [39, 348] definen un mapa de homogeneidad calcu-
lando la homogeneidad de cada pı́xel con sus vecinos y, sobre él construyen
un retı́culo de Fibonacci.

Gracias a las técnicas de segmentación difusa se cuenta con una metodologı́a
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para tratar la imprecisión en las regiones. Sin embargo, estas propuestas no apro-
vechan toda la capacidad de adaptación que ofrecen los conjuntos difusos, ya que
segmentan todas las regiones de la imagen del mismo modo, independientemen-
te de sus caracterı́sticas y de la imprecisión de cada una de ellas. Este es uno de
los problemas que se abordará en esta memoria, con el fin de obtener una seg-
mentación difusa de la imagen, adaptada a las particularidades de cada región en
ella.

2.3. Espacios de Color y Distancias

En segmentación de imágenes una importante cuestión a decidir es el conjun-
to de informaciones que se utilizarán para representar las caracterı́sticas de los
pı́xeles en la imagen. Las primeras técnicas de segmentación que se desarrolla-
ron, utilizaban información sobre la intensidad de los pı́xeles, ya que la mayorı́a
de las imágenes eran de niveles de gris [23, 55, 94, 110, 199, 220, 244]. Hoy en
dı́a son numerosas las propuestas en la literatura que siguen trabajando sólo con
la información de intensidad [5, 198, 283, 292, 293, 323, 352, 354], especialmen-
te en imágenes médicas. Más tarde, en torno a 1980, comenzaron a desarrollarse
métodos que permitieran segmentar imágenes en color [25, 39, 42, 85, 187, 196,
236,240,242,341,342], escogiendo para ello un espacio de color adecuado, según
las caracterı́sticas de la imagen o el tipo de procesamiento que se fuera a aplicar.
Conforme ha ido aumentando la capacidad de cómputo de los ordenadores, se han
ido seleccionando otras caracterı́sticas más complejas que permitieran segmentar
texturas [288, 351], y considerar otras informaciones relativas a las orientaciones
y fronteras [82] en el entorno del pı́xel, la entropı́a [45, 129, 174, 308], la homo-
geneidad con el entorno [46, 48, 141, 146, 319] o información fractal [202, 203].
Todas estas informaciones se calculan a partir de la información sobre la intensi-
dad y el color de los pı́xeles en la imagen y suelen tener como objetivo segmentar
un determinado tipo de región o de imágenes.

Dado que la mayorı́a de las técnicas se segmentación utilizan la información



2.3 Espacios de Color y Distancias 31

de color, ya sea de forma directa o para el cálculo de otras caracterı́sticas, en esta
sección se analizarán los diferentes espacios de color habitualmente utilizados
en segmentación [42], junto con la métrica definida en cada uno de ellos para
comparar dos colores dados.

El origen de los diferentes espacios de color se encuentra en la teorı́a tri-
estı́mulo, según la cual los órganos visuales son sensibles a tres longitudes de
onda diferentes, correspondientes a la luz roja (a 564 nm), verde (a 533 nm) y azul
(a 437 nm). El cerebro humano percibe estos estı́mulos a través de los sensores
en la retina y los interpreta proporcionando un código de color con tres atributos
básicos: el tono, que indica a cuál de estos estı́mulos o combinación de ellos se
parece el color percibido, el colorido (saturación, croma), que indica la pureza
del color (si se trata de un color pastel o puro) y la luminosidad o intensidad,
que indica lo claro u oscuro que se percibe el color. Los diferentes espacios de
color son distintos modelos que especifican cómo se representa la información de
color en términos de valores de intensidad; es decir, cómo se obtiene ese código
de color.

Algunos de los espacios de color como el HSI , el HSV o el HLS, se basan
en describir los tres atributos antes mencionados, mientras que otros, como el CIE
Lab, tienen su origen en la carta de colores desarrollada por Munsell en 1915.
Este Atlas se divide en 100 páginas correspondientes a diferentes colores percep-
tuales, ordenados según las tres propiedades básicas del color. En procesamiento
de imágenes uno de los espacios de color más utilizados es el RGB, ya que es en
este formato en el que se almacenan las imágenes. A partir de él, según Cheng et
al. [43], los espacios de color se pueden dividir en tres categorı́as básicas:

Espacios obtenidos a partir de RGB mediante una transformación lineal,
como el Y IQ, el Y UV o la transformación de Karhunen-Loeve [240].

Espacio obtenidos mediante transformaciones no lineales, como el HSI , el
HSL y el HSV .

Espacios CIE, derivados del estándar propuesto por la Comisión Interna-
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cional de Luz y Color en 1931, como el CIE XYZ, el CIE Lab y el CIE
Luv.

En la figura 2.3 se muestra una representación de cada uno de estos espacios,
cuyas caracterı́sticas y forma de cálculo se comentan a continuación, ası́ como la
métrica definida en cada uno de ellos.

Espacio de color RGB

El modelo RGB es el más utilizado en informática gráfica y en tratamiento
de imágenes digitales. Está basado en la teorı́a ”tri-estı́mulus”de Wyszecki, según
la cual un color puede ser representado mediante tres componentes cuyos valores
indican la intensidad en cada uno de los colores primarios. Los colores primarios
son los correspondientes a los tres tipos de conos presentes en el ojo humano,
sensibles a la longitud de onda roja, a la verde y a la azul. Según cuáles sean
los colores primarios elegidos, se pueden obtener diferentes versiones del espacio
RGB, como son la la EBU RGB (European Broadcasting Union) y FCC RGB
(Federal Communication Comission). Estos espacios de color se basan en los va-
lores tri-estı́mulo de los fósforos de los tubos de rayos catódicos. Los blancos que
se toman como referencia son el D65 en el caso del EBU RGB y el C en el caso
del FCC RGB.

Independientemente de cuáles sean los colores primarios de referencia, las
coordenadas RGB se representan en forma de una tripleta (Ri, Gi, Bi) que da las
coordenadas en un sistema de color con tres ejes -R, G y B- ortogonales entre
sı́, proporcionando al modelo de color la forma de un espacio cúbico cartesiano,
mostrado en la figura 2.3 (A). Según las leyes de colorimetrı́a: 1) cualquier color
puede ser generado a partir de una combinación de estos y la combinación de
los tres es única; 2) si dos colores son equivalentes, también lo seguirán siendo
después de multiplicarlos o dividirlos por el mismo número, y 3) la luminosidad
de una mezcla de colores es igual a la suma de las luminosidades de cada color.

Las componentes RGB varı́an en el rango [0, 255], aunque existe una versión
normalizada de este espacio, llamada rgb o Nrgb (normalized RGB), en la que
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Figura 2.3: Espacios de color. A: Espacio RGB. B: Espacio Y UV . C: Espacio
Y IQ. D: Plano XY del espacio de color CIE XYZ. E: Plano ab del espacio CIE
Lab. F: Plano uv del espacio CIE Luv. G: Espacio de color HSI . H: Espacio
HSL. I: Espacio HSV .
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su rango es [0, 1]. Los niveles de gris en este espacio se encuentra representa-
dos a lo largo del eje diagonal desde el origen [0, 0, 0], que representa el negro,
hasta el punto [255, 255, 255], que corresponde al blanco. Al estar en el eje diago-
nal, estos niveles de intensidad o luminosidad se caracterizan porque tienen igual
aportación de las tres componentes. Los coordenadas [0, 255, 255], [255, 0, 255] y
[255, 255, 0] corresponden a los colores cyan, magenta y amarillo, respectivamen-
te.

La medida de distancia utilizada en este espacio habitualmente [15, 23, 43,
83, 94, 195, 244] es la distancia euclı́dea. Dados dos colores ci = (Ri, Gi, Bi) y
cj = (Rj , Gj , Bj), su expresión es la siguiente:

∆C(ci, cj) =
√

∆R(ci, cj)2 + ∆G(ci, cj)2 + ∆B(ci, cj)2 (2.1)

donde ∆R(ci, cj) = |Ri−Rj |, ∆G(ci, cj) = |Gi−Gj | y ∆B(ci, cj) = |Bi−Bj |.
Existen algunos autores que utilizan una versión normalizada de esta distancia,
que viene dada por la siguiente expresión:

∆C(ci, cj) =

√
∆R(ci, cj)2 + ∆G(ci, cj)2 + ∆B(ci, cj)2√

3
(2.2)

donde ∆R(ci, cj) = |Ri−Rj |
255 , ∆G(ci, cj) = |Gi−Gj |

255 y ∆B(ci, cj) = |Bi−Bj |
255 .

Una de las caracterı́sticas más importantes de este modelo es que las coordena-
das en los demás espacios de color se pueden calcular a partir de las coordenadas
en RGB. Además, es uno de los espacios de color más ampliamente utilizado
debido a su relación directa con el mundo fı́sico y tiene la ventaja de que no re-
quiere ningún tipo de preprocesamiento, ya que las imágenes de color suelen ser
adquiridas en este formato, puesto que las cámaras CCD con las que se obtienen
las imágenes tienen tres sensores, uno para cada una de estas tres componentes de
color.

Sin embargo, presenta tres inconvenientes [43,59,139,184,276]. Por una parte,
no todos los colores visibles son representables en este espacio. Por otra parte
sus componentes están muy correladas, por lo que es un espacio muy sensible a
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los cambios de luz, a la dirección de observación, la orientación de la superficie,
los brillos y a la dirección, la intensidad y el color de la fuente de iluminación,
ası́ como a la inter-reflexión entre objetos. Esto hace que no sea muy adecuado de
cara a la segmentación de escenas. Finalmente la medida de distancia en RGB no
representa las diferencias de color en una escala uniforme; es decir, la medida de
distancia no es perceptualmente representativa.

Espacio de color Y UV

El espacio de color Y UV [43, 59, 139, 184, 276] es el estándar utilizado para
la transmisión de televisión en Europa. Se trata de un modelo definido a partir de
una transformación lineal del espacio RGB, siendo también un sistema con tres
ejes ortogonales entre sı́ con la misma forma que el RGB, pero cambiando su
orientación de forma que los colores cambian de posición, según se observa en la
figura 2.3 (B).

En este espacio de color se separa la información de luminosidad de la de
cromaticidad (o crominancia). De esta forma la componente Y contiene la in-
formación sobre la intensidad, representando la información monocromática del
color, mientras que las componentes U y V contienen la información sobre la
cromaticidad (tono y saturación).

El rango en el que varı́an estas componentes depende del número de bits utili-
zados para codificarlas. Un esquema de codificación habitual es el 4 : 2 : 2 según
el cual, del número total de pı́xeles, la mitad se utilizan para codificar la lumino-
sidad y la otra mitad para la cromaticidad, de tal forma que una cuarta parte de los
bits representan la componente U y la otra cuarta parte la V .

Para realizar la conversión entre las coordenadas Y UV y RGB se utilizan
las siguiente ecuaciones [43], donde se asume que las componentes RGB están
normalizadas:
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⎡⎢⎣ Y

U

V

⎤⎥⎦ =

⎡⎢⎣ 0.299 0.587 0.114
−0.147 −0.289 −0.437
0.615 −0.515 −0.100

⎤⎥⎦ .

⎡⎢⎣ R

G

B

⎤⎥⎦ (2.3)

⎡⎢⎣ R

G

B

⎤⎥⎦ =

⎡⎢⎣ 1.000 −0.000 1.1389
1.0004 −0.3938 −0.5805
0.9980 2.0279 −0.0005

⎤⎥⎦ .

⎡⎢⎣ Y

U

V

⎤⎥⎦ (2.4)

Dados dos colores en este espacio ci = (Yi, Ui, Vi) y cj = (Yj , Uj , Vj), la
métrica que se suele utilizar es la distancia euclı́dea:

∆C(ci, cj) =
√

∆Y (ci, cj)2 + ∆U(ci, cj)2 + ∆V (ci, cj)2 (2.5)

donde ∆Y (ci, cj) = |Yi −Yj |, ∆U(ci, cj) = |Ui −Uj | y ∆B(ci, cj) = |Vi −Vj |.
Los motivos por los que se suele utilizar este espacio en la transmisión del

color en televisión están relacionados con la compresión de esta información, ya
que con este espacio el número de bits necesarios para enviar la información de
color se ve bastante reducido. Como consecuencia, el número de colores que se
puede representar también queda en un rango reducido, que da lugar a que no
todos los colores que se pueden distinguir en una pantalla de ordenador se puedan
ver en televisión. Hasta hace poco, este espacio, junto con el Y IQ, eran los únicos
lo suficientemente rápidos como para permitir el procesamiento de imágenes en
tiempo real.

Espacio de color Y IQ

Este espacio es muy similar al Y UV , ya que se trata del estándar utilizado en
Estados Unidos para la transmisión de televisión. Al igual que él, el espacio Y IQ

es una transformación lineal del RGB, (2.3 (C)), por lo que las propiedades de
ambos (Y UV e Y IQ) son las mismas [43, 59, 139, 184, 276].

El color se codifica también separando la información acromática de la in-
formación cromática, de modo que Y es la componente que indica el grado de
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luminosidad del color, mientras I y Q contienen información sobre el tono y la
saturación. Al igual que en Y UV , en Y IQ el rango de estas componentes depen-
de del número de bits utilizados para codificarlas. La forma de obtener su valor a
partir de las coordenadas RGB y viceversa, viene dada por las siguientes ecua-
ciones:

⎡⎢⎣ Y

I

Q

⎤⎥⎦ =

⎡⎢⎣ 0.299 0.587 0.114
0.596 −0.275 −0.321
0.212 −0.528 0.311

⎤⎥⎦ .

⎡⎢⎣ R

G

B

⎤⎥⎦ (2.6)

⎡⎢⎣ R

G

B

⎤⎥⎦ =

⎡⎢⎣ 1.0031 0.9548 0.6179
0.9968 −0.2707 −0.6448
1.0085 −1.1105 1.6996

⎤⎥⎦ .

⎡⎢⎣ Y

I

Q

⎤⎥⎦ (2.7)

Al igual que en el espacio Y UV , la métrica utilizada es la distancia euclı́dea,
calculada a partir de los colores ci = (Yi, Ii, Qi) y cj = (Yj , Ij , Qj) del siguiente
modo:

∆C(ci, cj) =
√

∆Y (ci, cj)2 + ∆I(ci, cj)2 + ∆Q(ci, cj)2 (2.8)

donde ∆Y (ci, cj) = |Yi − Yj |, ∆I(ci, cj) = |Ii − Ij | y ∆Q(ci, cj) = |Qi − Qj |.
Tanto en este espacio como en el Y UV , al separar la información acromáti-

ca de la cromática, se reduce en parte la correlación entre sus componentes. En
segmentación se suelen utilizar estos espacios cuando se trata de una técnica ba-
sada en fronteras, que en su mayorı́a se encuentran presentes en la componente
de luminosidad. Estos dos espacios, Y UV y Y IQ, respecto a los que se verán a
continuación, tienen una forma de cálculo más sencilla debido a que son transfor-
maciones lineales del espacio RGB, por lo que suelen utilizarse en sistemas que
requieran velocidad de cómputo.
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Espacio de color XYZ

Uno de los inconvenientes del espacio RGB es que es dependiente de los sen-
sores utilizados, de las longitudes de onda utilizadas como iluminantes primarios.
Esta es la causa de que no todos los colores percibidos puedan ser representados en
RGB ya que, al fijar tres colores primarios, no es posible obtener todos los colores
visibles como mezcla aditiva de ellos. Por este motivo en 1931 la CIE diseñó el
espacio de color CIE XYZ (o XY Z). En la figura 2.3 (D) se muestra un corte del
espacio correspondiente a un plano XY , basado también en la teorı́a tri-estı́mu-
lus, en el que se fijan tres estı́mulos de color imaginarios [43, 59, 139, 184, 276].
Desde entonces, este es el espacio de color utilizado en colorimetrı́a.

En este sistema la componente Y representa la intensidad del color, por lo
que su valor es directamente proporcional a la luminosidad de la mezcla aditiva,
mientras que las otras dos componentes recogen la información cromática. Las
tres componentes son positivas para todos los posibles estı́mulos reales, y se ob-
tienen a partir del espacio RGB mediante una transformación lineal. Sin embar-
go, existen numerosas transformaciones posibles, ya que dependen de los colores
primarios elegidos y del blanco de referencia. Una de las transformaciones más
utilizada entre los espacios RGB y XY Z es la siguiente:⎡⎢⎣ X

Y

Z

⎤⎥⎦ =

⎡⎢⎣ 0.490 0.177 0.000
0.310 0.812 0.010
0.200 0.011 0.990

⎤⎥⎦ .

⎡⎢⎣ R

G

B

⎤⎥⎦ (2.9)

La conversión contraria se realiza del siguiente modo:⎡⎢⎣ R

G

B

⎤⎥⎦ =

⎡⎢⎣ 2.3649 −0.5156 0.0052
−0.8971 1.4273 −0.0144
−0.4678 0.0883 1.0092

⎤⎥⎦ .

⎡⎢⎣ X

Y

Z

⎤⎥⎦ (2.10)

En ambas expresiones los coeficientes utilizados para su cálculo se seleccio-
naron de tal forma que para los niveles de gris (estı́mulos con igual intensidad en
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cada longitud de onda) se cumpliera que las tres componentes toman el mismo
valor: X = Y = Z.

En este espacio, al igual que en los anteriores, la métrica utilizada es la dis-
tancia euclı́dea. Dados los colores ci = (Xi, Yi, Zi) y cj = (Xj , Yj , Zj):

∆C(ci, cj) =
√

∆X(ci, cj)2 + ∆Y (ci, cj)2 + ∆Z(ci, cj)2 (2.11)

donde ∆X(ci, cj) = |Xi−Xj |, ∆Y (ci, cj) = |Yi−Yj | y ∆Z(ci, cj) = |Zi−Zj |.
Este espacio de color no suele ser utilizado en procesamiento de imágenes

de forma directa, sino que se utiliza como intermediario en la definición de otros
sistemas de color perceptualmente uniformes como el CIE Lab. Además, las com-
ponentes de este espacio están correladas por lo que, al igual que el espacio RGB,
es una representación sensible a la dirección de observación, a la orientación de la
superficie del objeto, a los brillos, a la dirección, intensidad y el color de la fuente
de iluminación y a las inter-reflexiones entre objetos.

Espacio de color CIE Lab

El espacio de color CIE Lab [43, 59, 139, 184, 276] fue desarrollado tomando
como base el sistema de color definido por Munsell. La necesidad de este espacio
viene dada por las carencias de los espacios de color definidos en base a la teorı́a
tri-estimulus, como el RGB. Estos espacios no son fácilmente interpretables en
términos de las tres dimensiones psicológicas del color, el tono, el brillo y la sa-
turación. Además, los espacios como el XYZ no son perceptualmente uniformes,
pues las distancias entre colores no se perciben de igual forma en todo el espacio.

En el intento de conseguir un espacio perceptualmente uniforme surge el espa-
cio CIE La*b* (o CIE Lab) en 1976, que sı́ cumple esta condición ya que cualquier
variación en el valor de una componente se percibe igualmente a lo largo de todo
el rango de dicha componente.

Los tres ejes de este espacio, ortogonales entre sı́, forman una superficie esféri-
ca, representada en la figura 2.3 (E). El significado de las componentes que dan la
información cromática viene dado por la forma en que el sistema visual humano
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percibe el color. Los humanos poseen dos tipos de células “oponentes” que per-
ciben el contraste entre colores opuestos. De este modo, el ojo humano posee un
tipo de células cuyos pigmentos reaccionan dado el contraste entre la intensidad
en la longitud de onda del tono color rojo y la del verde de la luz percibida, y otras
que se activan para dar la diferencia entre la intensidad en la longitud de onda del
tono amarillo respecto al azul. De este modo:

L: Contiene la información de intensidad. Se trata de un eje vertical en el
que se encuentran localizados todos los niveles de gris, que van desde el
negro (L = 0) hasta el blanco (L = 100). Los tonos acromáticos (niveles de
gris) se caracterizan porque para todos ellos las otras dos componentes (a y
b) son iguales (a = b).

a: Es el eje que representa la información sobre el grado de rojo, en el
extremo positivo (+a), y de verde (en el extremo negativo) (-a). El rango de
esta componente se ha fijado experimentalmente, dándole un valor máximo
de 500.

b: Este último eje indica el grado de contraste entre la información de color
amarillo (+b) y la de tono azul (-b) del color. Las componentes a y b son las
que proporcionan la información cromática (tono y saturación) del color.
Al igual que ocurrı́a con la componente a, el valor de b se ha determinado
experimentalmente, fijando su lı́mite en 200.

Con el objetivo de imitar el sistema visual humano, la relación entre las tres
componentes deja de ser lineal (como ocurrı́a en RGB, XYZ,...) y pasa a ser lo-
garı́tmica, que es el tipo de respuesta del ojo humano. Ası́, para obtener las coor-
denadas CIE Lab de un color a partir de un color dado en coordenadas RGB hay
que hacer dos transformaciones: primero de RGB a XYZ (Ecuación 2.9) y, a con-
tinuación, de XYZ a CIE Lab. Para realizar esta última transformación, hay que
normalizar el color dado en el espacio XYZ, de modo que las coordenadas resul-
tantes en CIE Lab sean independientes del color de la iluminación. Para lograr



2.3 Espacios de Color y Distancias 41

esto, la normalización se hace utilizando un color blanco como referencia, cuyas
coordenadas son (Xn, Yn, Zn). Uno de los blancos de referencia más comunes es
el D65, cuyas coordenadas en el espacio XYZ son (95.05, 100.0, 108.88). Tenien-
do esto presente, las ecuaciones de transformación del espacio XYZ al CIE Lab
son las siguientes:

L = 116 · f
(

Y

Yn

)
− 16 (2.12)

a = 500 ·
[
f

(
X

Xn

)
− f

(
Y

Yn

)]
(2.13)

b = 200 ·
[
f

(
Y

Yn

)
− f

(
Z

Zn

)]
(2.14)

donde:

(X,Y,Z) son las coordenadas del color expresadas en el espacio XYZ.

(Xn, Yn, Zn) son las coordenadas del blanco tomado como referencia (en
la mayorı́a de los casos se utiliza D65).

La función f(x) se obtiene según sigue:

f(x) =

{
x1/3 si x > 0.008856

7.787 · x + 16
116 en otro caso

(2.15)

Dados ci = (Xi, Yi, Zi) y cj = (Xj , Yj , Zj), la distancia euclı́dea en este
espacio, que es la que habitualmente se utiliza, viene dada por la ecuación 2.16.

∆C(ci, cj) =
√

∆L(ci, cj)2 + ∆a(ci, cj)2 + ∆b(ci, cj)2 (2.16)

donde ∆L(ci, cj) = |Li − Lj |, ∆a(ci, cj) = |ai − aj | y ∆b(ci, cj) = |bi − bj |.
Entre las caracterı́sticas de este espacio destaca el hecho de que se trata de un

espacio perceptualmente correcto: la distancia Euclı́dea entre dos puntos del es-
pacio reproduce adecuadamente la diferencia entre los colores representados por
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dichos puntos. Otras caracterı́sticas del espacio CIE Lab se deben a que sea una
transformación no lineal del XYZ, lo cual hace que CIE Lab sea sensible a los mis-
mos efectos que el sistema XYZ, salvo al color de la iluminación (puesto que los
valores XYZ se normalizan por un blanco de referencia), al cual es teóricamente
invariante. A pesar de esta sensibilidad, este espacio suele dar buenos resultados
en segmentación de imágenes.

Espacio de color CIE Luv

El espacio de color CIE L*u*v* (o CIE Luv) se diseñó, al igual que el CIE
Lab, con el objetivo de que fuera perceptualmente correcto, de tal modo que la
distancia Euclı́dea entre dos puntos del espacio fuera representativa de la distancia
perceptual entre ellos. Se suele utilizar en aplicaciones que trabajan con mezclas
aditivas de luz, como pantallas en color, televisión e iluminación.

La información de las componentes de este espacio (Figura 2.3 (F)) es similar
a la del espacio CIE Lab.

Este espacio se obtiene a partir de una transformación proyectiva de los valo-
res tristı́mulus, XY Z, o de las coordenadas de cromaticidad, xyz. Al igual que
CIE Lab parte de las coordenadas de un blanco de referencia, con el fin de hacer
este espacio independiente del color de la fuente de iluminación. Las coordenadas
del blanco de referencia (u′

w, v′w) se obtienen a partir de las coordenadas XYZ de
dicho blanco y de los valores de cromaticidad del mismo ( [43,59,139,184,276]).
Estos valores (u′

w, v′w) se obtienen tal y como se indica a continuación.

u′ =
4 · X

X + 15 · Y + 3 · Z =
4 · x

−2 · x + 12 · y + 3
(2.17)

v′ =
9 · Y

X + 15 · Y + 3 · Z =
9 · y

−2 · x + 12 · y + 3
(2.18)

Las expresiones que permiten obtener las coordenadas CIE Luv de un color a
partir de su representación en el espacio XYZ son las siguientes.

L∗ = 116 · f
(

Y

Yn

)
− 16 (2.19)
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u∗ = 13 · L∗ · (u′ − u′
w) (2.20)

v∗ = 13 · L∗ · (v′ − v′w) (2.21)

En este espacio la distancia euclı́dea, que es perceptualmente representativa,
se obtiene según indica la Ecuación 2.22.

∆C(ci, cj) =
√

∆L(ci, cj)2 + ∆u(ci, cj)2 + ∆v(ci, cj)2 (2.22)

donde ∆L(ci, cj) = |Li − Lj |, ∆u(ci, cj) = |ui − uj | y ∆v(ci, cj) = |vi − vj |.
Entre las caracterı́sticas básicas de este espacio de color destaca que los valo-

res de distancias euclı́deas que se obtienen en este espacio son del mismo orden
que las presentes en el álbum de colores de Munsell. Además, este espacio de
color solventa los problemas de los espacios basados en la teorı́a tristı́mulus, ya
que CIE Luv es invariante frente al color de la iluminación (está normalizado con
respecto a un blanco de referencia) y a la dirección e intensidad de la fuente de
iluminación, ası́ como a la dirección de observación y a la orientación de la su-
perficie del objeto. Otras caracterı́sticas son la menor influencia de las sombras en
este espacio, en comparación con el RGB, y su mayor sensibilidad a los brillos y
a las inter-reflexiones entre objetos. Finalmente, este espacio se suele utilizar en
técnicas de segmentación de imágenes por agrupamiento. También se suele uti-
lizar en algoritmos de reconocimiento y localización de objetos bidimensionales
sobre un fondo dado.

Espacios de color HSI , HSL y HSV

Los espacios definidos hasta ahora permiten representar la información de co-
lor, aunque lo hacen de un modo difı́cil de interpretar. El espacio de color HSI , al
igual que el HSL (en la figura 2.3 (H)) y el HSV (en la figura 2.3 (I)), surgió con
el objetivo de ser un espacio intuitivo en el que resultara sencillo comprender la
información de color dada por sus componentes. Para ello sus tres componentes
corresponden a las tres atributos del color, el tono, la pureza y la luminosidad.
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Color Ángulo
Rojo 0o y 369o

Amarillo 60o

Verde 120o

Cyan 180o

Azul 240o

Magenta 300o

Tabla 2.1: Ángulo correspondiente a cada color básico, en la circunferencia de la
componente H

Este modelo de representación del color está formado por dos ejes perpendi-
culares y una circunferencia, que constituyen un cono como el de la Figura 2.3
(G). El significado de las componentes HSI es el siguiente:

H: Esta componente representa el tono (hue), indicando cuál es el estı́mulo
(o combinación de estı́mulos cromáticos) percibido. Su valor varı́a entre 0 y
360 grados, o entre 0 y 2π radianes, según el sistema en el que se trabaje. Su
valor expresa un ángulo dentro de la circunferencia, que contiene todos los
posibles tonos. Cada ángulo representa un color, siguiendo una gradación
en la que los colores básicos se encuentran separados de 60 en 60 grados, y
están distribuidos según se indica en la tabla 2.1

S: Es la componente de saturación que indica el grado de pureza del color.
Se representa mediante un segmento que parte del centro de la circunferen-
cia hacia su exterior y cuya longitud, que varı́a entre 0 y 1, indica la cantidad
de color de la mezcla. Un color es más puro cuanto más saturado sea; es de-
cir cuanto más próximo al borde del cı́rculo esté. De esta forma, los colores
espectrales puros se encuentran en el contorno de la circunferencia mien-
tras que los colores poco saturados, los “pasteles”, se encuentran próximos
al centro debido a que tienen más mezcla de otros tonos. El caso extremo es
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el color blanco, formado por la unión de todos los colores y cuya saturación
es 0 (está justo en el centro del cı́rculo). Esta componente, junto con el tono,
aportan toda la información sobre la cromaticidad.

I: Es la componente monocromática que da la información sobre la intensi-
dad o luminosidad del color. Se trata de un eje vertical y perpendicular a la
circunferencia y al eje de saturación en el que se encuentran todos los nive-
les de gris, desde el negro (de intensidad 0), hasta el blanco (de intensidad
255).

La obtención a partir de RGB de las coordenadas de color en los espacio
HSI , HSL y HSV se muestra en la tabla 2.2. Estas son algunas de las posibi-
lidades, ya que se pueden encontrar diferentes versiones de estos espacios. Ro-
manı́ et al. [267] han realizado un profundo estudio de otras versiones del espacio
HSI , como las dos de Yagi, la de Tenenemaum y la de Smith.

Espacio Tono Saturación Intensidad

HSI

γ = arc cos (R−G)+(R−B)

2·
√

(R−G)2+(R−B)·(G−B)

H =
{

γ si B < G

2 · π − γ en otro caso

} S = 1 − m
I I = (R+G+B)

3

HSL H = arctan′(
√

3·(G−B)
2·R−G−B) S = M−m

255 L = M+m
2

HSV H = arctan′(
√

3·(G−B)
2·R−G−B) S = M−m

M V = M

Tabla 2.2: Cálculo de las coordenadas HSI , HSL y HSV a partir del espacio
RGB, con M = máx{R, G, B} y m = mı́n{R, G, B}.
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Este espacio de color presenta un problema, debido a la indefinición del tono
cuando la intensidad o la saturación son bajas, y a la de la saturación cuando la
intensidad es pequeña. Debido a ello, se han realizado diversos estudios, que van
desde la utilización de factores para resolver esta imprecisión [68, 107, 230, 266,
268,291] hasta la definición de diferentes zonas de cromaticidad [95–98,196]. En
esta memoria, se distinguirán tres zonas de cromaticidad, distinguidas en la figura
2.3(G):

Una zona acromática en la que el valor de la saturación y el del tono no están
definidos. Esta región se encuentra en el subcono gris en la parte inferior del
cono HSI , donde la intensidad es tan pequeña que es imposible (o no tiene
relevancia) dar la longitud del vector de saturación o el ángulo del tono.
Esto ocurre sobre todo en el vértice inferior del cono, donde la intensidad
vale cero.

Un zona semicromática donde la componente de saturación sı́ está definida
pero la de tono no. Esta región tiene forma de cilindro centrado en el eje
de las intensidades. En esta región la saturación es tan pequeña que la per-
cepción del color va a ser la misma independientemente del ángulo que se
de. Esta situación llega al extremo cuando la saturación vale 0. En este caso
nos encontramos en el eje de niveles de gris y el vector que define el ángulo
tiene longitud 0, por lo que el color carece de información de tono.

Finalmente, hay una zona cromática donde las tres componentes está defi-
nidas, que es la que queda por encima del subcono acromático y por fuera
del cilindro semicromático.

En esta memoria proponemos delimitar estas zonas de cromaticidad mediante
umbrales, TI para la intensidad y Ts para la saturación de modo que dado un color
ci = [Hi, Si, Ii] será acromático si Ii ≤ TI (zona negra en la figura 2.4), semi-
cromático si Ii > TI y Si ≤ TS (zona lila en la figura 2.4), y cromático en otro
caso (zona azul de la figura 2.4). Experimentalmente se ha comprobado que dos
valores adecuados para estos umbrales son TI = 85 and Ts = 0.2.
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Figura 2.4: Zonas de cromaticidad del espacio HSI: Acromática en negro, semi-
cromática en lila y cromática en azul.

Partiendo de estas zonas de cromaticidad, proponemos usar la siguiente medi-
da de distancia en HSI para tener en cuenta tanto la circularidad de la componente
H como las zonas de cromaticidad definidas:

�C(ci, cj) =

⎧⎪⎨⎪⎩
�I Si ci o cj son acromáticos
1√
3

√
�I2 + �S2 + �H2 Si ci y cj son cromáticos

1√
2

√
�I2 + �S2 en otro caso

(2.23)

donde, por simplicidad, se han omitido los parámetros (ci, cj) en la notación de
las distancias �H(ci, cj), �S(ci, cj) and �I(ci, cj), que se definen del siguiente
modo:

∆H(ci, cj) =

{ |Hi−Hj |
π si |Hi − Hj | ≤ π

π−|Hi−Hj |
π en otro caso

(2.24)

∆S(ci, cj) = |Si − Sj | (2.25)
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∆I(ci, cj) =
|Ii − Ij |

255
(2.26)

Este espacio se caracteriza por ser intuitivo, aunque no sea representativo des-
de el punto de vista de la percepción, ya que el cálculo de la componente de
intensidad no se hace teniendo en cuenta el modo en que los humanos perciben la
luz, mientras que en otros espacios como el XYZ o el CIE Lab si se ponderaba la
intervención de los colores primarios en el cálculo de la intensidad de acuerdo al
sistema de percepción del color humano.

Pese a este inconveniente, posee varias ventajas desde el punto de vista de
la segmentación. En primer lugar, al separar la información de la intensidad de
la información cromática, permite aislar los efectos derivados de la iluminación
como los brillos y las sombras, que quedan reflejados sólo en la componente I . En
segundo lugar, la saturación es invariante con respecto a la dirección e intensidad
de la fuente de iluminación, ası́ como a la orientación de la superficie. Además,
el tono es la componente más invariante, ya que no se ve afectada por brillos ni
sombras, ni por la dirección de observación, ası́ como tampoco por la orientación
de la superficie ni por la dirección e intensidad de la fuente de iluminación.

Otros espacios de color I1I2I3

Existen otros espacios como el desarrollado en 1980 por Ohta et al. [240],
que realizaron de forma sistemática experimentos sobre segmentación de regio-
nes, con el fin de determinar un conjunto efectivo de caracterı́sticas de color. En
cada paso de un algoritmo recursivo de división de regiones se calculan las nuevas
caracterı́sticas mediante la transformación de RGB de Karhunen-Loeve. Compa-
rando este espacio con otros siete espacios de color (RGB, Y IQ, HSI , Nrgb,
CIE XYZ, CIE Lab y CIE Luv) se llegó a la conclusión de que este espacio era más
efectivo en términos de calidad de la segmentación y de complejidad computacio-
nal de la transformación [43, 240].



Capı́tulo 3

Semejanza y Conectividad entre
Pı́xeles de una Imagen

Como se vio en la introducción de esta memoria, uno de nuestros objetivos

es modelar las regiones presentes en una imagen. Para ello, es necesario tener

presente la definición de una región dada entonces, según la cual una región es un

conjunto de pı́xeles semejantes y conectados.

El objetivo de este capı́tulo es abordar ambos conceptos, comenzando por es-

pecificar qué se entiende por semejanza y cómo se puede calcular para, en base a

ella, definir una medida de la conectividad entre pı́xeles. En lo que a la semejanza

se refiere, se extenderá su interpretación precisa (crisp), según la cuál se ve redu-

cida a la igualdad, a una versión difusa que permita obtener un grado de parecido

entre pı́xeles, resolviendo las limitaciones que, como se verá más adelante, tiene

la igualdad. De modo similar, también se extenderá la noción clásica de conectivi-

dad, habitualmente limitada a la idea de adyacencia, introduciendo el concepto de
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conectividad difusa como una forma de relacionar dos pı́xeles cualesquiera de la

imagen, mediante la incorporación de información sobre la topologı́a de la imagen

y el parecido entre pı́xeles.

Con este propósito, en la sección 3.1 se indicará cómo se caracterizan los pı́xe-

les de una imagen en esta memoria y, sobre esta caracterización, se definirá una

relación de semejanza difusa entre pı́xeles que, en la sección 3.2, se utilizará para

definir la conectividad difusa entre dos pı́xeles, analizando la influencia de los di-

ferentes factores que pueden afectarle. Esta conectividad se basa en la agregación

de semejanzas, por lo que en la sección 3.3 se verán diferentes funciones para rea-

lizar esta agregación. Finalmente, en la sección 3.4 se resumirán las conclusiones

de esta propuesta.

3.1. Caracterización de Pı́xeles y Semejanza

En todo proceso de análisis de imágenes, dos de los pasos iniciales de mayor

relevancia son la selección del conjunto de informaciones con las que se va a

caracterizar un pı́xel y la definición de una medida que permita comparar dos

pı́xeles dados, a partir de dichas informaciones.

En esta sección, se abordarán ambas cuestiones comenzando, en el apartado

3.1.1, con la caracterización de un pı́xel y continuando, en el apartado 3.1.2, con

la definición de una medida de semejanza entre pı́xeles.

3.1.1. Caracterización de un Pı́xel

Un paso previo a la definición de una medida de semejanza entre dos pı́xe-

les es la especificación de las caracterı́sticas sobre las que se va a evaluar. En la

literatura se pueden encontrar muy diversas caracterizaciones de los pı́xeles de

la imagen, según el tipo de aplicación en que se vayan a utilizar. Ası́, por ejem-

plo, en imágenes médicas habitualmente se utiliza como única caracterı́stica el
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nivel de intensidad [9, 61, 299, 325], mientras que cuando el objetivo último es

una caracterización de la imagen completa para recuperación en bases de datos

o el análisis de imágenes aéreas se suele utilizar el color [15, 86, 151] en dis-

tintos espacios como RGB [6, 99, 173, 225], si se trata de aplicaciones que no

requieren demasiada precisión, o CIE Lab [48, 200, 340] o HSI (en sus diferentes

versiones) [64, 126, 126, 180, 221, 307] si se trata de aplicaciones que requieren

distinguir información cromática de información sobre iluminación. Menos ha-

bitual es utilizar caracterizaciones más complejas que combinan información de

diferentes espacios, como en [167] que utiliza los espacios RGB y CIE Lab, o

que proponen sus propios espacios de color, adaptados al tipo de imagen y de

aplicación [236, 240].

Hay otras alternativas, como caracterizar un pı́xel mediante el valor de una

medida del parecido o la diferencia con su entorno, como son la homogenei-

dad [46, 71, 348] o el gradiente [262], respectivamente. En los últimos tiempos,

se ha comenzado a caracterizar también texturas, utilizando diferentes conjuntos

de valores estadı́sticos [178, 294], que en ciertos casos pueden llegar al cente-

nar [288]. Algunas de las publicaciones más recientes, combinan ambos tipos de

información, caracterizando los pı́xeles mediante color y textura [41,65,179,329].

Como es habitual entre estas propuestas, el conjunto de informaciones relati-

vas a un pı́xel se representará mediante un vector de caracterı́sticas
−→
fp ,

−→
fp =

[
f1

p , f2
p , . . . , fn

p

]
(3.1)

donde f i
p ∈ R, con i ∈ {1, 2, . . . , n}, es una medida numérica sobre cualquier

caracterı́stica relevante que se pueda obtener para p. En esta memoria, se consi-

dera la información referente al color del pı́xel, con lo que el vector contiene la

magnitud de cada una de las tres componentes de uno de los espacios tridimen-

sionales vistos en los antecedentes de esta memoria. En la mayorı́a de los casos,

se tomarán las componentes del espacio HSI , siendo
−→
fp = [Hp, Sp, Ip], aunque
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algunos experimentos también se han realizado utilizado el espacio RGB, con
−→
fp = [Rp, Gp, Bp], y el CIE Lab, con

−→
fp = [Lp, ap, bp], con el fin de comparar los

resultados obtenidos en diferentes espacios de color.

Aunque en esta memoria los vectores de caracterı́sticas sólo contienen la in-

formación de las componentes de un espacio de color, podrı́an contener otras in-

formaciones numéricas como las componentes de varios espacios de color, valores

estadı́sticos que describan texturas, magnitud del gradiente, información sobre la

homogeneidad o grados de pertenencia a conjuntos difusos sobre orientaciones,

colores dominantes o a etiquetas lingüı́sticas. La métrica definida sobre los vecto-

res, dependerá de las caracterı́sticas que contengan en cada caso.

3.1.2. Semejanza entre Pı́xeles

Una vez caracterizados los pı́xeles de una imagen, se pueden establecer dife-

rentes formas para compararlos. La más simple de ellas, es la que proporcionarı́a

una medida de igualdad, que se limitarı́a a indicar si dos pı́xeles dados son iguales

o no. Esta igualdad se puede interpretar como una medida precisa de la semejanza

entre ellos. Sin embargo, la igualdad no puede contemplar los diferentes grados de

parecido que puede haber entre los pı́xeles de una imagen; por ejemplo, en el caso

del color, tanto un rojo claro como un rojo oscuro y un azul son colores distintos,

aunque los rojos son más parecidos entre sı́ que con respecto al azul. Ejemplos

como este muestran la necesidad de definir una medida de semejanza que permita

contemplar estos diferentes grados de parecido.

En la literatura reciente existen propuestas para medir la semejanza mediante

grados de parecido entre pı́xeles, que van desde la similitud o la homogeneidad ba-

sadas en reglas [64,71], que dan un grado de pertenencia a una etiqueta lingüı́stica

sobre el parecido, hasta la homogeneidad de los pı́xeles comparados [65] o de sus

entornos [39, 225], pasando por las medidas de matching de pı́xeles de propósito

especı́fico desarrolladas para imágenes médicas de niveles de gris [118]. Junto a
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estas alternativas, se encuentran las relaciones de semejanza difusas (ver apéndice

A), extensamente utilizadas en otros ámbitos, y que de forma natural y sencilla

permiten calcular un grado de parecido permitiendo, además, acceder al amplio

conjunto de herramientas de la Lógica Difusa.

La propuesta presentada en esta memoria se enmarca dentro del conjunto de

técnicas basadas en el uso de semejanzas difusas: definimos la relación de seme-

janza difusa entre vectores de caracterı́sticas como el subconjunto difuso FR de

Rn × Rn, cuya función de pertenencia,

FR : Rn × Rn → [0, 1]

verifica las propiedades reflexiva y transitiva: dados dos vectores de caracterı́sticas
−→
f1 y

−→
f2 , FR(−→f1 ,

−→
f1) = 1 y FR(−→f1 ,

−→
f2) = FR(−→f2 ,

−→
f1).

La forma en que se calcula la semejanza entre vectores de caracterı́sticas,

depende de los vectores concretos que se estén utilizando.

Puesto que esta memoria se centra en el color, definimos la semejanza difusa

entre dos vectores de caracterı́sticas fp and fq correspondientes a los pı́xeles p

y q de una image I a partir de la distancia de color, �C, definida en el espacio

correspondiente, del siguiente modo:

FR(−→fp,
−→
fq ) = 1 −�C(−→fp ,

−→
fq ) (3.2)

En el caso de la caracterización con las componentes del espacio RGB o el

CIE Lab, la distancia �C, viene dada por las ecuaciones 2.2 y 2.16 definidas

en la sección 2.3. Para el espacio HSI la distancia de color debe tener en cuen-

ta la información sobre la zona de cromaticidad donde se encuentran los colores

comparados. Es por ello que, de acuerdo con las tres zonas de cromaticidad distin-

guidas entonces, proponemos utilizar la siguiente función por partes, para calcular

la distancia entre dos colores, ci y cj , expresados en coordenadas HSI:
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�C(ci, cj) =

⎧⎪⎪⎨⎪⎪⎩
�I Si ci o cj son acromáticos
1√
3

√
�I2 + �S2 + �H2 Si ci y cj son cromáticos

1√
2

√
�I2 + �S2 en otro caso

(3.3)

donde, por simplicidad, se han omitido los parámetros (ci, cj) en la notación de

las distancias �H , �S and �I definidas en la sección 2.3. Hay que destacar que

�C(c1, c2) ∈ [0, 1].
Para calcular la semejanza entre dos pı́xeles en el caso concreto de la caracte-

rización con las coordenadas HSI ,
−→
fpi = ci y

−→
fpj = cj .

3.2. Conectividad entre Pı́xeles

La relación de semejanza definida en la sección anterior, permite determinar

en qué grado se parecen las caracterı́sticas de dos pı́xeles dados, lo cual es sufi-

ciente para una técnica de agrupamiento (clustering), que no requiere información

sobre la relación espacial entre los pı́xeles clasificados. Sin embargo, como es sa-

bido, en segmentación una región también es un conjunto de pı́xeles conectados,

lo que requiere incorporar información sobre la topologı́a de la imagen.

Tradicionalmente, la noción de conectividad que se ha aplicado está ligada al

concepto de adyacencia o vecindad, de modo que únicamente estaban conectados

(y todos en igual medida) los pı́xeles adyacentes entre sı́, considerando una conec-

tividad nula para el resto. Habitualmente, esta adyacencia viene dada por el 4 o el

8-entorno de un punto, en imágenes 2D, y el 26-entorno del mismo en imágenes

tridimensionales y video.

Sin embargo, esta visión de la conectividad no se adapta a la idea intuitiva de

que dos elementos están conectados si hay algo que los une y se encuentran co-

nectados en mayor o menor medida en función de las caracterı́sticas de lo que los



3.2 Conectividad entre Pı́xeles 55

une. Según esto, la conectividad entendida como adyacencia presenta dos grandes

carencias: por una parte, está limitada a los pı́xeles del entorno de uno dado; por

otra parte, considera a todos relacionados en igual medida, sin tener en cuenta

sus caracterı́sticas. Para solucionar estas limitaciones, algunos autores han reali-

zado propuestas encaminadas a utilizar medidas que combinen información sobre

la proximidad espacial y un grado de parecido de los pı́xeles [225, 253, 348], o a

incorporar información sobre la topologı́a de la imagen y las caracterı́sticas de los

pı́xeles [115, 120].

En este marco, surgen las técnicas basadas en caminos [30,56, 110,304,317],

que interpretan una imagen como un grafo [12, 108, 220, 275, 311] en el que ca-

da pı́xel es un nodo y en el que todos los pı́xeles se encuentran conectados entre

sı́ mediante los caminos formados por los arcos del grafo, extendiendo la conec-

tividad más allá de la simple adyacencia. Mediante estos caminos, se incorpora

información sobre la topologı́a de la imagen, obteniendo conjuntos de pı́xeles co-

nectados. Para ello, la mayorı́a de las propuestas [30,115,120,253] asignan pesos

a cada uno de los arcos del grafo, y obtienen la conectividad entre dos puntos da-

dos a partir del mejor de los caminos que los une. En estas propuestas, hay dos

puntos clave:

Cómo obtener los pesos de los arcos.

Cómo valorar los caminos.

En la sección 3.2.1 se realizará una propuesta para abordar cada una de estas

dos cuestiones. Dicha propuesta require formalizar el concepto de camino para,

posteriormente, establecer una medida que permita valorarlo. De forma intuitiva,

se puede decir que un camino, está formado por la secuencia de arcos seguida para

llegar de un pı́xel a otro. De un modo más preciso,
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Definición 3.1 Dados dos pı́xeles, p y q, se define el camino que los une, πpq

como la secuencia

πpq = (r1, r2, . . . , rk) (3.4)

donde k ≥ 1, tal que r1 = p, rk = q y ri está conectado con ri+1 ∀i ∈
{1, . . . , k − 1}.

Ligado a este concepto de camino, se encuentra el conjunto de pı́xeles que lo

forman, que se notará P(πpq), y el conjunto de todos los posibles caminos que

unen dos puntos cualesquiera, p, q, a través de los pı́xeles de la imagen, al que se

notará Πpq.

Un conjunto dado puede formar parte de un camino de mayor longitud. Esta

idea se representa mediante la noción de subcamino:

Definición 3.2 Dado un camino πpq = {r1, r2, . . . , ri, ri+1, . . . , rj−1, rj , . . . , rn},
se define el subcamino que conecta los pı́xeles s y t, πst

pq, como la secuencia

πst
pq = {ri, ri+1, . . . , rj−1, rj} tal que, ri = s y rj = t.

A partir de un camino desde el pı́xel p hasta q, se puede obtener un camino

desde q hasta p, con sólo recorrer los mismos pı́xeles en sentido contrario. Esta

idea es la que se recoge en la definición del camino inverso:

Definición 3.3 Dado un camino, πpq ∈ Πpq tal que πpq = {r1, . . . , rn}, se define

el camino inverso, π−1
pq = {rn, . . . , r1}, con π−1

pq ∈ Πqp, como el camino formado

por la misma secuencia de pı́xeles recorrida desde el final al principio.

3.2.1. Conectividad Basada en Caminos

Tal y como se indicó anteriormente, las propuestas que incorporan informa-

ción topológica a la noción de conectividad, basándose en una interpretación de

la imagen como un grafo, han de abordar dos cuestiones: por una parte se ha de
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decidir cómo se realizará la asignación de pesos a los arcos que unen pı́xeles ad-

yacentes; por otra parte, hay que establecer un criterio que permita evaluar un

camino.

En esta sección se realizará una propuesta para abordar cada una de estas

cuestiones, comenzando por calcular los pesos de los arcos utilizando la medida de

semejanza difusa obtenida en el apartado anterior. En concreto, dados dos pı́xeles

adyacentes p y q, el peso del arco que los une será el valor de la semejanza entre

ellos, PR(p, q).
Respecto a la valoración de un camino, el objetivo es obtener una medida de

su bondad. Atendiendo a las definiciones anteriores, en las que un camino es una

secuencia de arcos, y dado que estos arcos están ponderados, una forma natural

de valorar cada camino es mediante la agregación de los pesos de los arcos que lo

forman, obteniendo ası́ una medida de su peso total o bondad, definida como:

Definición 3.4 Se define la Bondad de un camino, B(πpq), como la agregación

de las semejanzas entre pares de pı́xeles adyacentes, según la ecuación

B(πpq) = Aggr(ReSet(πpq)), (3.5)

donde ReSet es la siguiente bolsa (multiset) de valores:

ReSet(πpq) = {PR(rk, rk+1) | rk, rk+1 ∈ P(πpq)}

y Aggr es una función de agregación que debe cumplir ciertas caracterı́sticas que

se comentarán más adelante.

Puesto que en una imagen dados dos pı́xeles cualesquiera siempre están co-

nectados entre sı́, puesto que siempre existe un camino que los une, es necesario

contar con una medida que permita distinguir diferentes grados de conectividad,

en función de los caminos que los unen y sus caracterı́sticas. Una forma habitual

de hacerlo es a partir del mejor de estos caminos [61, 117, 245, 253, 325, 346],
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entendiendo por tal el que optimiza la medida con la que se valoran los caminos.

Surge ası́ el concepto de camino óptimo, definido como aquél de mayor bondad:

Definición 3.5 El camino óptimo entre p y q es:

π̂pq = argmax

πpq ∈ Πpq

{B(πpq)} (3.6)

A partir de este camino óptimo, es inmediato obtener una medida del grado

de conectividad, que indique el grado en que dos pı́xeles pertenecen a un mis-

mo grupo topológicamente conectado y con caracterı́sticas similares, utilizando la

valoración obtenida para dicho camino, según la siguiente definición:

Definición 3.6 El grado de conectividad entre dos puntos de la imagen, p, q ∈ I,

se define como la bondad del camino óptimo que los une,

conn(p, q) = B(π̂pq) (3.7)

En la figura 3.1 (A) se muestra una imagen en la que, para el punto marcado

con una cruz verde, se observan en la imagen (B) algunos de los caminos ópti-

mos desde él hasta cada uno de los puntos destacados en la imagen (A) con un

cuadrado azul. Como se puede apreciar, los caminos óptimos discurren por zonas

de pı́xeles muy parecidos entre sı́ (zonas homogéneas), evitando cruzar fronteras,

que implicarı́an una baja semejanza entre pı́xeles consecutivos del camino. Hay

que destacar el hecho de que, dado uno de estos caminos, todos los subcaminos

en él también son óptimos.

3.2.2. Homogeneidad de un Camino

En el apartado anterior, se definió la conectividad entre dos pı́xeles a partir

de la bondad del camino óptimo que los une, calculando ésta como la agregación
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Figura 3.1: Ejemplo de caminos óptimos. A: Imagen original. B: Caminos ópti-

mos.

de los pesos de los arcos entre pı́xeles consecutivos. Esta definición, fácilmente

comprensible desde el punto de vista de la Teorı́a de Grafos, requiere una semánti-

ca y una interpretación que permitan aplicar una metodologı́a basada en caminos

al problema de la segmentación de imágenes. En concreto, es necesario saber

qué significa la agregación de los pesos de los arcos de un camino; es decir, qué es

lo que se está midiendo al calcular la bondad del camino.

Es por ello, que en esta sección se tratará de dotar a la medida de bondad defi-

nida en la ecuación 3.5 de una interpretación más intuitiva y cercana al problema

de la segmentación de imágenes, en términos de homogeneidad.

El concepto de homogeneidad es ampliamente utilizado en distintos ámbitos y

niveles del procesamiento y análisis de imágenes [46,48,141,146,319], por lo que

en cada caso se define de forma diferente. A pesar de que no existe una definición

única y ampliamente aceptada, en la mayorı́a de los casos existe un rasgo común,

que se puede resumir del siguiente modo: Un conjunto de elementos es homogéneo

en la medida en que todos sus elementos se parecen entre sı́.

Aplicando esta definición sobre un camino, y en el caso concreto en que los

pesos asignados sean las semejanzas entre pı́xeles, una agregación adecuada de
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semejanzas, que de información del grado en que los pı́xeles consecutivos del

camino se parecen entre sı́, se puede ver como una medida de la homogeneidad

del camino, si se emplea una medida de agregación acorde.

Según la función de agregación elegida para la ecuación 3.5, se puede obte-

ner diferentes medidas de homogeneidad, cada una de las cuales podrá dar en un

grado de homogeneidad diferente para un mismo camino, como se mostrará en la

sección 3.3. Gracias a ello, esta interpretación de la bondad de un camino como

una medida de su homogeneidad, facilita la obtención de regiones (conjuntos de

pı́xeles semejantes y conectados) y permite, como se verá en los capı́tulos 4 y 5,

adaptarse a las caracterı́sticas individuales de cada región de la imagen.

En adelante, nos referiremos a la medida de bondad de un camino, B(πpq),
que aparece en las ecuaciones 3.5 a 3.7, como la medida de homogeneidad del

camino, homo(πpq).

3.3. Medidas de Homogeneidad Basadas en Agregación

de Semejanzas

Mediante la ecuación 3.5, la medida de homogeneidad del camino se define

de forma general como la agregación de las semejanzas entre pı́xeles consecutivos

del camino, sin embargo, no se ha concretado cómo se debe realizar la agregación,

ya que existe una gran variedad de funciones de agregación, ni qué condiciones

debe cumplir la medida de homogeneidad. Es por ello que, en esta sección se

concretarán las caracterı́sticas que debe tener dicha medida, fijando un conjunto

minimal de propiedades que debe verificar para, en base a ello, seleccionar fun-

ciones de agregación que permitan calcularla ajustándose a dichas propiedades.

Dado un camino, πpq = {r1 . . . rn}, se busca una medida, homo(πpq), que in-

dique el grado en que los pares de pı́xeles consecutivos del camino πpq se parecen

entre sı́. De cara a posteriores propuestas presentes en esta memoria, es impor-



3.3 Medidas de Homogeneidad Basadas en Agregación de Semejanzas 61

tante que esta medida se encuentre acotada, por lo que proponemos que tenga su

recorrido en el intervalo [0, 1], con lo que la homogeneidad del camino debe ser

una función de la forma homo : Πpq → [0, 1]. Además, esta medida debe verifcar

un conjunto de propiedades. Nosotros proponemos que entre ellas esté presente el

siguiente conjunto minimal:

1. Sea πpq = {p, q} un camino consistente en dos pı́xeles adyacentes. En-

tonces, homo(πpq) = PR(p, q). Como consecuencia inmediata, si πpp =
{p, p}, entonces homo(πpq) = 1.

2. La homogeneidad de un camino deberı́a ser menor o igual que la semejanza

entre pı́xeles consecutivos del camino: homo(πpq) ≤ mı́n{ReSet(πpq)}.
La razón subyacente de esta propiedad es que un camino es completamente

homogéneo si todos los posibles pares de pı́xeles consecutivos son seme-

jantes. Por tanto, la homogeneidad de un camino tiene un lı́mite superior,

dado por el valor de semejanza entre pares de pı́xeles consecutivos.

3. Monotonı́a: homo(πrs
pq) ≥ homo(πpq). Con esta propiedad se recoge la

idea intuitiva de que al agregar valores, la homogeneidad debe disminuir.

4. Sean πpq y πp′q′ dos caminos tales que ReSet(πpq) = ReSet(πp′q′), la

magnitud de la homogeneidad no deberı́a depender del orden en que se

agreguen los valores, sino de la magnitud de éstos. Entonces, homo(πpq) =
homo(πp′q′). En particular, homo(πpq) = homo(π−1

pq ).

Según la noción de homogeneidad anteriormente vista, todos los pı́xeles de un

camino deben ser parecidos entre sı́ para que el camino sea homogéneo, lo cual

implica que la función Aggr elegida debe ser acorde con esta idea.

En el ámbito de la Lógica Difusa, la idea de que todos los elementos de un

conjunto deban verificar una propiedad dada, conduce de forma directa a pensar
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en conjunciones difusas. Dentro de ellas, un conjunto de funciones que de modo

natural encajan con esta idea, son las t-normas que, como se puede ver en el

apéndice A y en [161], son funciones de la forma i : [0, 1] × [0, 1] −→ [0, 1] que

verifican las propiedades de monotonı́a, conmutatividad, asociatividad, además de

la propiedad de contorno, según la cual cualquier valor en [0, 1] agregado con 1
nos da ese mismo valor. Utilizando las t-normas, la función de agregación Aggr

se concreta del siguiente modo:

Aggr(ReSet(πpq)) =
∧

ReSet(πpq) (3.8)

donde ∧ es una t-norma. Es trivial demostrar que las t-normas satisfacen todas las

propiedades requeridas.

Existen numerosos tipos de t-normas, algunas de las cuales son paramétricas,

proporcionando una función de agregación diferente para cada valor del paráme-

tro. En este trabajo, se ha optado por estudiar los siguientes operadores y las fun-

ciones de agregación que se obtienen a partir de ellos:

Mı́nimo o Intersección Estándar.

Producto Algebraico IA(a, b) = ab.

Diferencia Acotada IB(a, b) = máx(0, a + b − 1).

t-norma paramétrica de Dubois-Prade:

IDP (a, b) =
ab

máx(a, b, α)
(3.9)

con α ∈ [0, 1].

t-norma paramétrica de Frank:

IF (a, b) = logs

(
1 +

(sa − 1)(sb − 1)
s − 1

)
(3.10)

con s > 0, s 	= 1.
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t-norma paramétrica de Weber:

IW (a, b) = máx
(

0,
a + b + λab − 1

1 + λ

)
(3.11)

con λ > −1.

Las tres primeras t-normas, a pesar de ser casos particulares de las tres últi-

mas, se han elegido por ser muy conocidas y habituales, y por sus propiedades.

La elección de los tres últimos operadores (las t-normas paramétricas de Dubois-

Prade, Weber y Frank) se debe, principalmente, a tres razones: en primer lugar,

al ser paramétricas, nos permiten estudiar diferentes alternativas de agregación

con sólo utilizar diferentes valores en sus parámetros. Además, su cómputo im-

plica operaciones más sencillas, que las de otras t-normas como las de Dombi

o Schweizer y Sklar, lo que implica un menor tiempo de ejecución. Finalmente,

teniendo en cuenta la propiedad de ordenación de las t-normas (ver apéndice A),

entre las tres cubren un amplio rango, como se puede apreciar a la vista de la tabla

3.1.

En dicha tabla se muestra, para cada t-norma, hacia qué función de agregación

converge según el valor al que tienda su parámetro. Como se ve en ella, las funcio-

nes de agregación obtenidas con distintos valores del parámetros de IDP (a, b) van

desde el mı́nimo, min(a, b), hasta el producto algebraico, IA(a, b); las funciones

de agregación obtenidas con diferentes λ en la t-norma de Weber, IW (a, b), varı́an
desde el producto algebraico hasta IB(a, b); y la t-norma de Frank, IF (a, b), nos

da funciones de agregación entre el mı́nimo y la diferencia acotada, IB(a, b).
En la figura 3.2 se observa un esquema que muestra de forma más intuitiva

qué rango de funciones de agregación cubre cada una de las t-normas. En dicho

esquema, la lı́nea negra representa el conjunto de todas las intersecciones difusas,

que va desde Imin, la más estricta, hasta la menos estricta, que es el mı́nimo.

Imin(a, b) denota la intersección drástica, que únicamente vale 1 cuando a o b

valen 1, siendo 0 en el resto de los casos.
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T-Norma Rango del
paráme-

tro

α, s, λ −→ 0 α, s, λ −→ ±1 α, s, λ −→ ±∞

Dubois

y Prade

α ∈ [0, 1] min(a, b) a ∗ b si α = 1

Frank
s > 0 y

s �= 1
min(a, b) a ∗ b si s → 1

max(0, a + b − 1)

si s → ∞

Weber λ > −1 max(0, a + b − 1)
Imin(a, b) si λ → −1

max(0,a+b−1)
2

si λ → 1
a ∗ b

Tabla 3.1: Funciones de agregación hacia las que se tiende según el parámetro de

cada t-norma.

Figura 3.2: Representación gráfica de la ordenación existente entre las t-normas

y el rango que abarca cada una. (En negro, el rango completo de las t-normas).

Cada función de agregación dará lugar a una medida de homogeneidad dife-

rente, pues la magnitud de la homogeneidad de un camino dado, depende de cómo

se agreguen las semejanzas entre los pares de pı́xeles consecutivos que lo forman.

A la vista de la gran variedad de funciones de agregación que existe, surgen algu-

nas cuestiones tales como:

Qué tienen en común las medidas de homogeneidad obtenidas y qué carac-

terı́sticas particulares presentan según la forma en que se calculen.

Si se pueden agrupar o no las medidas de homogeneidad, distinguiendo

comportamientos básicos.
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Si es ası́, qué funciones de agregación dan lugar a medidas con cada tipo de

comportamiento.

Qué significado e implicaciones tiene la elección de la función de agrega-

ción, según la medida de homogeneidad a la que da lugar, y para qué se

puede aplicar.

Para responder a estas cuestiones, se podrı́a plantear un experimento en el

que, dado un camino, se mide la magnitud de su homogeneidad calculando ésta

con distintas funciones de agregación. Sin embargo, de esta forma sólo se obtiene

un valor para comparar las medidas de homogeneidad, siendo las conclusiones del

estudio muy dependientes del camino elegido. Una forma de evitar este problema

es viendo cómo evoluciona la magnitud de la homogeneidad a lo largo del camino;

es decir, analizando qué sucede cada vez que se añade un pı́xel al camino, cada

vez que se agrega un nuevo valor de semejanza. Esta idea es la que se sigue en

los experimentos planteados en la sección 3.3.1, cuyo objetivo es responder a las

cuestiones anteriores.

Además, puesto que en dicha sección se utiliza como referencia el espacio

de color HSI , en la sección 3.3.2 se realiza un estudio cuyo fin es determinar

qué influencia tiene la elección del espacio de color en los resultados obtenidos;

es decir, en la magnitud de la homogeneidad del camino. También pretende ana-

lizar de qué modo se puede aprovechar esta influencia y si hay algún caso en que

uno de los espacios sea más adecuado. Por otra parte, este estudio también per-

mitirá comprobar que las conclusiones obtenidas en el anterior, son válidas para

cualquier medida de semejanza que cumpla las condiciones fijadas en el apartado

3.1.2.
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3.3.1. Influencia de la Función de Agregación en la Homogeneidad

En este apartado se realizará un estudio sobre las t-normas propuestas al prin-

cipio de la sección 3.3, con un triple objetivo: por una parte, determinar qué ca-

racterı́sticas poseen las medidas de homogeneidad que se obtienen con diferentes

ejemplos de función de agregación; por otra parte, ver si estas medidas presentan

comportamientos comunes que permitan distinguir diferentes tipos y, finalmente,

comprobar para las t-normas paramétricas, qué valores de sus parámetros corres-

ponden a cada clase de comportamiento. Al finalizar este estudio, se extraerán

conclusiones sobre el significado y la implicación que tiene la elección de la fun-

ción de agregación y la correspondiente medida de homogeneidad.

El experimento que se plantea consiste en fijar un camino, πpq, con una va-

riación conocida en las caracterı́sticas de los pı́xeles consecutivos, y estudiar la

evolución de la homogeneidad a lo largo de él. Para ello, se calcula en cada punto

del camino, r ∈ P(πpq), la magnitud de la homogeneidad del subcamino entre

dicho punto y el primero, πpr
pq . Lo que se esperarı́a obtener en todos los casos, son

valores de homogeneidad cada vez menores, siendo diferente, según la función de

agregación escogida, el ritmo de decrecimiento.

De un modo más preciso, se ha construido un camino con una variación gaus-

siana desde un color hasta otro, ya que en una imagen esto corresponderı́a a di-

ferentes efectos de iluminación [131] o a gradientes de color, como muestran las

imágenes (A) de las figuras 3.3 a 3.5. En ellas, se ha escogido el camino que co-

mienza en el punto marcado con un cuadrado y cruza el degradado, tal y como

indica la lı́nea de color cyan. Para cada punto de la lı́nea, i ∈ {0..255}, se ha

calculado el grado de homogeneidad del camino que lo une al origen; es decir, el

valor de la homogeneidad del subcamino desde el punto (0, 0) hasta el (i, i).
En cada uno de los ejemplos en las figuras 3.3 a 3.5, se ha calculado la mag-

nitud de la homogeneidad utilizando las funciones de agregación que se obtienen

con diferentes valores en el parámetro de las t-normas estudiadas, en caso de te-
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nerlo. De este modo, se han obteniendo las gráficas de las imágenes B, C y D de

dichas figuras, donde la homogeneidad se ha calculado con el mı́nimo, la diferen-

cia acotada y la t-norma de Dubois y Prade con α ∈ {0.1, 0.995, 0.997, 0.999, 1},
en el caso de las gráficas en las imágenes 3.3 a 3.5 (B); con la t-norma de Frank

con s ∈ {0.0005, 0.005, 0.05, 0.5, 5, 50, 500, 5000} en las imágenes 3.3 a 3.5 (C)

y con la t-norma de Weber con λ ∈ {−0.99,−0.9,−0.8,−0.6,−0.4,−0.2, 0, 1,

10, 100000}, en las gráficas 3.3 a 3.5 (C). En todas ellas, se muestra en el eje ho-

rizontal, la posición del punto (i, i) en la lı́nea cyan marcada en las imágenes 3.3

a 3.5 (A); mientras que en el eje vertical, se encuentra el valor de homogeneidad

del camino entre ese punto y el (0, 0).
El ejemplo mostrado en la figura 3.3 (A) es un degradado gaussiano generado

sobre la intensidad en una imagen de niveles de gris. Con este ejemplo, se repre-

senta la variación que produce un haz de luz blanca incidiendo en una superficie

blanca. Un degradado como este corresponde a un cambio gradual a lo largo del

eje central del cono HSI , donde la saturación es 0 y el tono está indefinido.

El degradado de la figura 3.4 (A) es un degradado gaussiano generado sobre

la componente de saturación, en el espacio HSI, simulando una suave variación

de un color puro a un color “pastel”.

El tercer ejemplo, en la figura 3.5 (A), es un degradado gaussiano generado

sobre las componentes de saturación e intensidad en el espacio HSI , simulando la

variación que se produce cuando un haz de luz incide en un superficie homogénea

de color verde.
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Figura 3.3: A: Degradado gaussiano de intensidad en una imagen de niveles de

gris. B,C,D: Magnitud de la homogeneidad del subcamino hasta el punto marcado

con el cuadrado, para cada punto de la lı́nea diagonal, calculada con el mı́nimo,

la diferencia acotada, el producto algebraico y la t-norma de Dubois y Prade,

en la imagen B, con la t-norma de Frank, en C y con la t-norma de Weber, en la

imagen D.
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Figura 3.4: A: Degradado gaussiano de saturación en una imagen en color.

B,C,D: Magnitud de la homogeneidad del subcamino hasta el punto marcado con

el cuadrado, para cada punto de la lı́nea diagonal, calculada con el mı́nimo, la

diferencia acotada, el producto algebraico y la t-norma de Dubois y Prade, en la

imagen B, con la t-norma de Frank, en C y con la t-norma de Weber, en la imagen

D.



70 Semejanza y Conectividad entre Pı́xeles de una Imagen

Figura 3.5: A: Degradado de saturación e intensidad en una imagen en color,

simulando un haz de luz incidente en una superficie de color verde. B,C,D: Mag-

nitud de la homogeneidad del subcamino hasta el punto marcado con el cuadrado,

para cada punto de la lı́nea diagonal, calculada con el mı́nimo, la diferencia aco-

tada, el producto algebraico y la t-norma de Dubois y Prade, en la imagen B, con

la t-norma de Frank, en C y con la t-norma de Weber, en la imagen D.
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Caracterı́sticas de las medidas de homogeneidad

Observando las gráficas en estas tres figuras, se puede ver que la medida de

homogeneidad decrece al agregar las semejanzas, independientemente de la fun-

ción de agregación con la que se calcule. Donde sı́ influye la función de agregación

elegida es en la forma en que evoluciona la homogeneidad, que decrece a diferente

ritmo según cómo se calcule. Este ritmo es más lento cuando se utilizan funciones

como el mı́nimo, que cuando la agregación se realiza con funciones como la dife-

rencia acotada o la t-norma de Weber con λ = −0.9. También, se puede apreciar

cómo las medidas de homogeneidad cubren un amplio rango de comportamien-

tos según la función de agregación elegida, reflejando la propiedad de ordenación

existente entre las t-normas elegidas para el estudio.

En esta variedad de comportamientos se pueden distinguir dos situaciones

extremas: una de ellas viene dada por la medida obtenida con el mı́nimo, mientras

que la otra se da con la t-norma de Weber cuando λ → −1. Entre ambas, hay

un amplio rango de medidas de homogeneidad cuyo caso intermedio puede ser

representado por la medida calculada con la diferencia acotada.

Comportamiento de las medidas de homogeneidad: Casos básicos

Las caracterı́sticas que presentan las medidas de homogeneidad cuando la fun-

ción de agregación se aproxima a uno de estos tres casos, se pueden resumir del

siguiente modo:

En el caso de las medidas de homogeneidad similares a la obtenida con el

mı́nimo o la t-norma de Dubois y Prade con α = 0.995 ( lı́neas roja y ama-

rilla respectivamente en las imágenes 3.3 a 3.5 (B)) se aprecian puntos de

saturación. Estos puntos, son aquellos a partir de los cuales la homogenei-

dad del camino toma valor constante, aunque las semejanzas agregadas no
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sean 1, lo que da lugar a que no se pueda apreciar la variación en las ca-

racterı́sticas de los pı́xeles . Esto sucede, por ejemplo, en la parte final del

camino en la figura 3.3. Con este tipo de evolución, el rango real de valores

de homogeneidad queda reducido a una pequeña parte del rango teórico,

siendo difı́cil que la homogeneidad llegue a valer 0. Un ejemplo de ello es

el caso del mı́nimo, en el que la homogeneidad varı́a en el intervalo (0.9, 1].

En el caso intermedio, las medidas de homogeneidad con una evolución si-

milar a la obtenida con la diferencia acotada, pintada en negro en la figura

3.3 (B), muestran un decrecimiento suave, a un ritmo similar al de la varia-

ción con la que se construyó el camino. Esto permite apreciar cómo varı́an

las semejanzas, ya que decrecen a mayor ritmo cuando éstas son pequeñas,

y disminuyen de forma más suave cuando las semejanzas son altas, sin pre-

sentar puntos de saturación. Algunas medidas de este tipo son las que se

obtienen utilizando como función de agregación la diferencia acotada, el

producto algebraico, la t-norma de Dubois y Prade con α > 0.999, la t-

norma de Frank con s > 0.5 y la de Weber con λ ≥ 0. Una ventaja de las

medidas próximas a la diferencia acotada es que tienden a cubrir todo el

rango de posibles valores de homogeneidad.

El otro caso extremo, corresponde a medidas similares a las obtenidas con

la t-norma de Weber con λ < 0. La evolución de la homogeneidad en

estos casos muestra un decrecimiento muy rápido, recorriendo todo el rango

teórico de la homogeneidad. Como se ve en la figura 3.3 (D), estas medidas

suelen tomar valor 0 antes de llegar al final del camino, siendo constantes

a partir del punto en que se anulan, con lo que no permiten apreciar cómo

evolucionan las caracterı́sticas de los pı́xeles a partir de dicho punto.
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Funciones de agregación que dan cada tipo de comportamiento

La siguiente cuestión a resolver es qué funciones de agregación permiten ob-

tener medidas con cada tipo de comportamiento. En el caso de las t-normas pa-

ramétricas estudiadas, esto implica ver qué valores de sus respectivos parámetros

dan lugar a medidas con cada tipo de evolución, lo cual se puede deducir a partir

de la tabla 3.1 y de las gráficas en las figuras 3.3 a 3.5:

En el caso de la t-norma de Dubois y Prade, en las gráficas B de dichas

figuras, las medidas de homogeneidad varı́an entre la dada por el producto

algebraico, que se obtiene cuando α = 1, y la que se calcula con el mı́nimo,

cuando α = 0. Entre ambos valores, desde 1 hacia 0, las medidas de ho-

mogeneidad obtenidas van disminuyendo cada vez a menor ritmo, siendo

destacable el hecho de que para α > 0.1 prácticamente coinciden con el

mı́nimo, lo que significa que el 90 % de ellas se saturan, y en mayor medida

cuanto menor sea α.

Las funciones de agregación que se obtienen con la t-norma de Frank, en la

imagen C de las figuras que nos ocupan, dan medidas de homogeneidad que

varı́an entre la calculada con el mı́nimo y la que se obtiene con la diferencia

acotada. Si s tiende hacia uno de los valores extremos, 0 o ∞, las medi-

das de homogeneidad convergen hacia el mı́nimo o la diferencia acotada

respectivamente, mientras que para valores entre 10−3 y 103, sı́ se pueden

apreciar diferentes ritmos de decrecimiento en la evolución de la homoge-

neidad, que se aproximan hacia el de la medida calculada con el producto

algebraico cuando s → 1.

Con distintos valores del parámetro de la t-norma de Weber, el rango de

funciones de agregación que se obtienen varı́a entre el producto algebraico

e Imin(a, b). Es por ello que para λ > 1, las medidas de homogeneidad
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obtenidas tienen una evolución cada vez más parecida entre sı́, pues conver-

gen hacia la medida obtenida con el producto algebraico, mientras que si

λ → 0, las medidas de homogeneidad decrecen cada vez a un ritmo mayor,

mostrando una evolución similar a la de medida de la diferencia acotada,

que es la que se obtiene cuando λ = 0. En la gráfica D en las figuras 3.3 a

3.5, destaca la función de color negro, que se calcula fijando λ = −0.99.

El drástico decrecimiento que muestra dicha función se acentúa cuanto más

próximo a −1 se encuentra el valor de λ. Cabe destacar que, pese a que

el rango teórico de λ es (−1,∞), se puede considerar que el rango en el

que realmente se obtienen medidas de homogeneidad con comportamientos

diferentes es el (−1, 1].

Influencia de la elección de la función de agregación: Interpretación

La siguiente cuestión que se plantea, es en qué se traduce, qué implica y cómo

se puede utilizar esta variedad de comportamientos.

Dado que la homogeneidad mide la semejanza entre pares de pı́xeles conse-

cutivos, los diferentes ritmos de decrecimiento de las medidas de homogeneidad,

van a corresponder a distintos grados de sensibilidad a la variación en las carac-

terı́sticas de los pı́xeles.

Supongamos un camino πpq y un pı́xel, ri ∈ P(πpq), con una pequeña dife-

rencia de color respecto a su predecesor en el camino, ri−1. La semejanza entre

ambos pı́xeles será alta pero menor que 1. Si se compara la homogeneidad del

subcamino hasta ri con la del subcamino hasta su predecesor, se puede ver la in-

fluencia que tiene en su magnitud el agregar su semejanza, según la función de

agregación elegida:

Si se utiliza una medida de homogeneidad similar a la calculada con la

t-norma de Weber con λ = −0.9, la homogeneidad del subcamino hasta
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ri será apreciablemente menor, en comparación con otras medidas, que la

del subcamino hasta su predecesor. Esto se debe al rápido decrecimiento de

esta medida, lo que significa que la magnitud de la homogeneidad se ve muy

afectada por el pequeño cambio en las caracterı́sticas de dichos pı́xeles.

Si, en cambio, la medida de homogeneidad se calcula con una función de

agregación próxima a la diferencia acotada, ambos subcaminos tendrán una

magnitud de homogeneidad muy similar; lo cual indica que esta medida es

menos sensible a la variación del color entre los pı́xeles ri−1 y ri.

En un caso extremo, la homogeneidad de los dos subcaminos podrı́a coinci-

dir si la función de agregación con la que se calcula es del tipo del mı́nimo,

y en el subcamino hasta ri−1 hay dos pı́xeles consecutivos con una cambio

de color mayor que el que se da entre él y ri.

La conclusión que se puede extraer de esto, es que las distintas medidas de

homogeneidad ofrecen diferentes grados de sensibilidad a la variación en las ca-

racterı́sticas de los pı́xeles, siendo más estrictas o sensibles las que se calculan

con funciones de agregación que tienden hacia Imin(a, b), mientras que cuando

la función elegida tiende hacia la diferencia acotada las medidas de homogenei-

dad obtenidas son más suaves o tolerantes, llegando al extremo con las medidas

obtenidas con funciones como el mı́nimo, que llegan a saturarse.

Otros ejemplos

Los ejemplos de las figuras 3.3 a 3.5 son casos sencillos que permiten extraer

conclusiones sobre las medidas de homogeneidad. Para verificarlas, se han busca-

do otros ejemplos, tanto sintéticos como reales, algunos de los cuales se muestran

en las figuras 3.6 a 3.11. En ellos se ha repetido el experimento planteado al princi-

pio de la sección , sobre caminos sintéticos y reales con diferentes caracterı́sticas.
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De este modo, se puede comprobar la validez de las conclusiones extraı́das hasta

ahora, independientemente de la dispersión de los valores agregados (del tipo de

camino), a la vez que se muestra de forma visual cómo influyen los grados de

sensibilidad ofrecidos por las distintas medidas de homogeneidad, cuando se apli-

can sobre caminos en la imagen, permitiendo vislumbrar y sentar las bases de su

aplicación en la segmentación de imágenes.

En dichos ejemplos, se han distinguido tres tipos de camino. Por una parte,

en las figuras 3.6 y 3.7, aquellos en los que los pı́xeles consecutivos son muy

similares entre sı́, hasta un punto en el que se produce una variación brusca de sus

caracterı́sticas. Por otra parte, en las figuras 3.8 y 3.9, se muestra la evolución de

la homogeneidad sobre caminos similares a éstos, pero en los que la variación que

se produce es más suave. Finalmente, en las figuras 3.10 y 3.11, hay una variación

lenta, progresiva y suave en las caracterı́sticas de los pı́xeles a lo largo de todo el

camino.

En todos los casos, para cada punto (i, j) de la lı́nea marcada en la imagen

(A) de dichas figuras, se ha calculado la homogeneidad del subcamino que lo une

al punto (i, o), donde o es el punto más a la izquierda del camino, el de menor

coordenada j, entre los pı́xeles del camino (en la mayorı́a de los casos, o = 0).

Como era de esperar, en el primer ejemplo de caminos (en las figuras 3.6 y

3.7), la homogeneidad es constante hasta alcanzar el punto de variación en las

caracterı́sticas de los pı́xeles el ri comentado antes que intuitivamente correspon-

derı́a a una frontera precisa y bien definida. En ese punto, se aprecia el descenso

brusco en la magnitud de la homogeneidad, siendo éste mayor para las medidas de

homogeneidad estrictas o sensibles (en la imagen D) que para las suaves (en las

imágenes B, C y D) como la dada por la diferencia acotada. En medidas similares

a la obtenida con el mı́nimo (en la imagen B), se aprecia cómo al saturarse, hay va-

riaciones en las caracterı́sticas de los pı́xeles (fronteras), que no se ven reflejadas

con un descenso en la magnitud de la homogeneidad.
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En el caso del camino con variación suave de las figuras 3.8 y 3.9, en los pun-

tos donde cambian las caracterı́sticas de los pı́xeles, la homogeneidad disminuye

de forma progresiva y lenta, a mayor ritmo en las medidas más sensibles, como

la calculada con la t-norma de Weber con λ = −0.9, que en las más suaves. Este

ejemplo se puede relacionar con la presencia de una frontera imprecisa en una

imagen.

Finalmente, en el tercer tipo de camino mostrado en las figuras 3.10 y 3.11,

la variación gradual en las caracterı́sticas de los pı́xeles se traduce en un decre-

cimiento progresivo en la magnitud de la homogeneidad, desde el principio hasta

el final del camino. Como se aprecia en la figura 3.10, en los puntos en que hay

un cambio en la forma en que varı́an las caracterı́sticas de los pı́xeles, la medida

de homogeneidad muestra un punto de inflexión, a partir del cual comienza un

cambio en su evolución, acusado en mayor o menor medida según la sensibilidad

de la medida. Este tipo de caminos puede aparecer en imágenes reales en las que

haya gradientes de color o efectos de iluminación que producen una atenuación

del color o la intensidad.

3.3.2. Influencia de los Espacios de Color en la Homogeneidad

El estudio de la sección anterior se ha realizado a partir de una caracterización

de los pı́xeles en el espacio HSI , sobre la cual se han calculado las semejanzas. Si

se cambiara de espacio de color, la métrica entre vectores de caracterı́sticas serı́a

distinta y la magnitud de las semejanzas agregadas cambiarı́a, influyendo ası́ en

la homogeneidad. La cuestión es cómo es esta influencia y qué implica desde el

punto de vista de la homogeneidad. Esto, en definitiva, se traduce en determinar

qué diferencia hay entre utilizar uno u otro espacio de color y en qué casos puede

ser más adecuado uno de ellos.

Para resolver estas cuestiones, en esta sección se tratará de determinar, entre

los espacios RGB, HSI y CIE Lab, cuál se ve más afectado por los cambios de
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Figura 3.6: A: Ejemplo sintético de camino con variación brusca en las carac-

terı́sticas de los pı́xeles. B, C, D: Magnitud de la homogeneidad del subcamino

desde cada punto de la lı́nea horizontal hasta el punto marcado con el cuadra-

do, calculada con el mı́nimo, la diferencia acotada, el producto algebraico y la

t-norma de Dubois y Prade, en la imagen B, con la t-norma de Frank, en C y con

la t-norma de Weber, en la imagen D.
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Figura 3.7: A: Ejemplo real de camino con variación brusca en las caracterı́sticas

de los pı́xeles. B, C, D: Magnitud de la homogeneidad del subcamino desde cada

punto de la lı́nea horizontal hasta el punto marcado con el cuadrado, calculada

con el mı́nimo, la diferencia acotada, el producto algebraico y la t-norma de

Dubois y Prade, en la imagen B, con la t-norma de Frank, en C y con la t-norma

de Weber, en la imagen D.
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Figura 3.8: A: Ejemplo sintético de camino que en determinadas zonas presenta

una variación suave en las caracterı́sticas de los pı́xeles. B, C, D: Magnitud de

la homogeneidad del subcamino desde cada punto de la lı́nea horizontal hasta el

punto marcado con el cuadrado, calculada con el mı́nimo, la diferencia acotada,

el producto algebraico y la t-norma de Dubois y Prade, en la imagen B, con la

t-norma de Frank, en C y con la t-norma de Weber, en la imagen D.
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Figura 3.9: A: Ejemplo real de camino que en determinadas zonas presenta una

variación suave en las caracterı́sticas de los pı́xeles. B, C, D: Magnitud de la

homogeneidad del subcamino desde cada punto de la lı́nea horizontal hasta el

punto marcado con el cuadrado, calculada con el mı́nimo, la diferencia acotada,

el producto algebraico y la t-norma de Dubois y Prade, en la imagen B, con la

t-norma de Frank, en C y con la t-norma de Weber, en la imagen D.
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Figura 3.10: A: Ejemplo sintético de camino con variación gradual en las ca-

racterı́sticas de los pı́xeles, desde el principio hasta el final del mismo. B, C, D:

Magnitud de la homogeneidad del subcamino desde cada punto de la lı́nea ho-

rizontal hasta el punto marcado con el cuadrado, calculada con el mı́nimo, la

diferencia acotada, el producto algebraico y la t-norma de Dubois y Prade, en la

imagen B, con la t-norma de Frank, en C y con la t-norma de Weber, en la imagen

D.
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Figura 3.11: A: Ejemplo real de camino con variación gradual en las caracterı́sti-

cas de los pı́xeles, desde el principio hasta el final del mismo. B, C, D: Magnitud

de la homogeneidad del subcamino desde cada punto de la lı́nea horizontal hasta

el punto marcado con el cuadrado, calculada con el mı́nimo, la diferencia acota-

da, el producto algebraico y la t-norma de Dubois y Prade, en la imagen B, con

la t-norma de Frank, en C y con la t-norma de Weber, en la imagen D.
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color, y a qué tipo de variaciones es más sensible cada uno de ellos.

El experimento propuesto consiste en estudiar la evolución de la homoge-

neidad a lo largo de un camino con pequeños cambios de color en los pı́xeles

consecutivos. Según la magnitud de la homogeneidad del camino, el ritmo de de-

crecimiento y el tipo de evolución que tenga en cada espacio, se podrá saber a

qué clase de cambios es más sensible cada uno de ellos: cuanto más sensible sea

un determinado espacio a un tipo de cambio, más rápido decrecerá la homogenei-

dad.

Los ejemplos elegidos para el experimento, en las figuras 3.12 a 3.14, son

gradientes lineales en las componentes HSI, tanto en las componentes de tono,

saturación e intensidad, como en combinaciones de ellas.

Puesto que serı́a difı́cil ver los colores del camino si se pintara una sola lı́nea,

se han generado las imágenes 1 de estas figuras, de tamaño M ×N , repitiendo en

cada fila los colores a lo largo del camino. Dada una fila cualquiera, i ∈ {1..M},
se ha medido la homogeneidad del subcamino desde el punto (i, 0) hasta el (i, j),
con j ∈ {1..N}. La homogeneidad se calcula utilizando la diferencia acotada y la

t-norma de Weber con λ = −0.8, para comprobar que las conclusiones extraı́das

son válidas para diferentes medidas de homogeneidad.

En la tabla 3.2 se resume la variación que se ha aplicado sobre cada compo-

nente para generar los ejemplos de las figuras 3.12 a 3.14. Aunque la definición

del tono y su distancia en HSI sea en radianes, en la tabla se ha utilizado su

expresión en grados, por ser más intuitiva.

En la figura 3.12, se muestran ejemplos en los que sólo varı́a una de las tres

componentes HSI . En las imágenes (A,B)-1 hay un gradiente de intensidad: en

niveles de gris, en la imagen A1, y en presencia de información cromática, en la

imagen B1. La imagen C1 muestra un gradiente de saturación. Pese a que en el

espacio HSI es posible crear un gradiente de color en el que sólo varı́e la com-

ponente de tono, este tipo de variación no es representable en el espacio RGB
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(ver [267] y sección 2.3), por lo que queda fuera de este estudio.

Imagen Componentes

que Cambian

Rangos de

Variación

Razones de

Variación

3.12 (A)-1 I [255, 0] −1

3.12 (B)-1 I [180, 1, 170]
[180, 1, 0]

[0, 0,−1]

3.12 (C)-1 S [180, 1, 85]
[180, 0, 85]

[0,−0.01, 0]

3.13 (A)-1 HS [180, 1.0, 85]
[240, 0.5, 85]

[1, −1
61 , 0]

3.13 (B)-1 G en RGB

(HI)

[0, 255, 255]
[0, 0, 255]

[0,−1, 0]

3.13 (C)-1 SI [180, 1.0 , 170]
[180, 0.15, 0]

[0, −1
171 ,−1]

3.14 (A)-1 HSI [180, 1, 85]
[ −,−, 0]

[0.7,−0.012,−1]

Tabla 3.2: Variaciones de las componentes de color para generar los ejemplos de

las figuras 3.12 a 3.14.

Sı́ se incluye, en cambio, degradados de color en los que el tono varı́a jun-

to con otra componente, como se puede apreciar en la figura 3.13. Las imágenes

(A,B,C)-1 muestran gradientes de tono y saturación, tono e intensidad y satura-

ción e intensidad, respectivamente. En la imagen B1 el cambio de color ha sido

generado en el espacio RGB, para evitar obtener colores no representables en él.

Este gradiente es equivalente a una variación en HSI desde [180, 1, 170] hasta

[240, 1, 85].
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Finalmente, en la figura 3.14, se muestra un degradado de las tres componen-

tes HSI , desde el cyan puro poco intenso, [180, 1, 85], hasta el negro, [−,−, 0],
pasando por un azul poco saturado y oscuro, [210, 0.5, 42]. Los incrementos en

cada una de las tres componentes se han escogido de modo que el degradado sea

representable en RGB.

Influencia del espacio de color

A partir de estos ejemplos, se puede apreciar que los distintos espacios mues-

tran diferentes evoluciones en la homogeneidad, lo que indica que cada uno tiene

un grado de sensibilidad diferente a los cambios de color. En la mayorı́a de los

casos, existe una ordenación entre los espacios, en lo que a su sensibilidad a los

cambios de color se refiere.

Según esta ordenación, el espacio más sensible es el HSI , ya que en él la

homogeneidad decrece más rápido. Esto se puede apreciar observando la lı́nea

verde de las gráficas 2 y 3 de las imágenes 3.12, 3.13 (A, C) y 3.14 (A). En una

situación intermedia se encuentra el espacio RGB, mientras que CIE Lab muestra

el decrecimiento más lento y, por tanto, menor sensibilidad a los cambios en las

caracterı́sticas de los pı́xeles.

Esta ordenación tiene dos excepciones. La primera, en los cambios de tono e

intensidad, como el de la imagen 3.13(B), en la que la homogeneidad calculada en

CIE Lab muestra una mayor tasa de decrecimiento. La segunda, se da en los casos

en que sólo varı́a la intensidad, en presencia de información cromática, como en

la imagen 3.12 (B), en los que el espacio RGB es el más sensible.

Particularidades de cada espacio

Según muestran otros estudios sobre espacios de color [15, 44], no se puede

decir que ninguno de ellos sea mejor para la segmentación en general; aunque
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Figura 3.12: A: Gradiente de intensidad en niveles de Gris. B: Gradiente de in-

tensidad en color. C: Gradiente de Saturación. A,B,C-1: Cada fila de la imagen

es una repetición del camino estudiado. A,B,C-2: Homogeneidad en el camino

calculada con la diferencia acotada. A,B,C-3: Homogeneidad en el camino cal-

culada con la t-norma de Weber con λ=0.8.
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Figura 3.13: A: Gradiente de tono y saturación. B: Gradiente de tono e intensi-

dad en color. C: Gradiente de saturación e intensidad. A,B,C-1: Cada fila de la

imagen es una repetición del camino estudiado. A,B,C-2: Homogeneidad en el ca-

mino calculada con la diferencia acotada. A,B,C-3: Homogeneidad en el camino

calculada con la t-norma de Weber con λ=0.8.
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Figura 3.14: A: Gradiente de tono, saturación e intensidad. A-1: Cada fila de la

imagen es una repetición del camino estudiado. A-2: Homogeneidad en el camino

calculada con la diferencia acotada. A-3: Homogeneidad en el camino calculada

con la t-norma de Weber con λ=0.8.

sı́ puede haber aplicaciones concretas para las que uno de ellos sea más adecuado,

gracias a sus caracterı́sticas particulares.

Analizando las gráficas de cada espacio por separado, se deduce que el espacio

RGB presenta el mismo comportamiento ante todas las variaciones de color, lo

que indica que es igualmente sensible a todas ellas.

En cambio, las medidas de homogeneidad calculadas para el espacio HSI ,

presentan puntos donde cambia el ritmo de decrecimiento. Esto sucede cuando

se comparan colores en diferentes zonas de cromaticidad, como es el caso de los

puntos marcados con una flecha en las figuras 3.12 a 3.14. Esto puede resultar útil

en aplicaciones que requieran diferentes grados de sensibilidad a los cambios de

color, según las condiciones de cromaticidad. Tal y como está definida la métrica

este espacio, la sensibilidad será menor para colores en la zona cromática que en

la acromática, lo cual se aproxima al funcionamiento del sistema visual humano.

Por su parte, el espacio CIE Lab, muestra mayor sensibilidad a los cambios

de luz cuando éstos se producen en bajas intensidades. Esto se aprecia claramente
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en los ejemplos que implican cambios de luminosidad: 3.12 (A, B), 3.13 (B, C)

y 3.13 (A). En ellos se observa un aumento del ritmo de decrecimiento de la

homogeneidad en la parte final del camino, donde las intensidades son bajas. Esta

particularidad del espacio CIE Lab, lo hace más adecuado cuando se trabaja con

imágenes oscuras, en las que hay sombras o condiciones de baja iluminación.

Ejemplos reales

Estas conclusiones, se pueden verificar repitiendo el mismo experimento sobre

caminos que atraviesan distintos tipos de cambios de color, en imágenes reales.

Un ejemplo de ello se muestra en la figura 3.15. En ella, al igual que antes, se

estudia la evolución de la homogeneidad del subcamino que une cada punto de

la lı́nea destacada en las imágenes 1, con el punto marcado con un cuadrado en

dichas imágenes.

En el ejemplo A de dicha figura hay un gradiente de tono, saturación e in-

tensidad, mientras que en el B la variación es de saturación e intensidad en la

primera parte del camino, y de tono e intensidad en el resto. El ejemplo C muestra

un degradado de saturación e intensidad. En todos los casos se destaca, con una

lı́nea negra discontinua, los puntos en los que se produce un cambio en el ritmo

de variación del color de los pı́xeles.

En estos ejemplos, se puede apreciar la ordenación en la sensibilidad de los

diferentes espacios a los cambios de color, ya que en todos ellos el decrecimiento

de la homogeneidad es mayor en el espacio HSI , intermedio en RGB y más

lento en CIE Lab.

También se observa, en la imagen 3.15 (B)-2, la excepción a esta ordenación,

que se daba cuando variaban el tono y la intensidad. En dicha imagen se puede

ver, marcado con una flecha negra en cada gráfica, el punto en el que se produce

un cambio en el degradado, comenzando a variar las componentes de tono e in-

tensidad. A partir de dicho punto, el decrecimiento en la homogeneidad es más
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Figura 3.15: A1: Variación de tono, saturación e intensidad. B1: Gradiente de

tono e intensidad con un cambio de color de la zona acromática a la cromática.

C1: Degradado de saturación e intensidad. A,B,C-2: Homogeneidad en el cami-

no calculada con la diferencia acotada. A,B,C-3: Homogeneidad en el camino

calculada con la t-norma de Weber con λ=0.8.
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rápido en el espacio CIE Lab que en HSI .

En cuanto a las caracterı́sticas particulares de cada espacio, en la figura 3.15

se encuentran marcados con una flecha los puntos en los que hay un cambio en

la zona de cromaticidad. En ellos, la medida de homogeneidad calculada en HSI

muestra un punto de inflexión.

Los diferentes grados de sensibilidad que muestra el espacio CIE Lab ante las

variaciones de color, según sean éstas a altas o bajas intensidades, se aprecian en

las imágenes 3.15 (A)-2,3 y (B)-2,3. En las primeras, la homogeneidad en este

espacio decrece muy rápido al principio del camino, mientras que en las segun-

das, este rápido decrecimiento se aprecia al final del camino. En ambos casos, es

debido a que la intensidad es baja en esos pı́xeles. Por otra parte, en las imágenes

(B)-2,3 también se aprecia, en la parte central del camino, un crecimiento consi-

derablemente más lento, debido a que la intensidad es alta en esa zona.

Además de estas conclusiones, los ejemplos de la figura 3.15 permiten veri-

ficar que las conclusiones extraı́das en las secciones anteriores son válidas para

todos los espacios, ya que se mantiene el comportamiento anteriormente mencio-

nado, de las funciones de agregación elegidas para el estudio. Además, se observa

que la evolución de las medidas de homogeneidad es similar en los tres espacios,

independientemente de las caracterı́sticas del camino. En las zonas donde los pı́xe-

les son muy similares la homogeneidad permanece constante, cuando hay suaves

variaciones de color decrece lentamente, y cuando éstas son bruscas la homoge-

neidad disminuye considerablemente en los tres espacios.

3.4. Conclusiones

En este capı́tulo se ha realizado una propuesta para caracterizar los pı́xeles de

una imagen y medir el parecido entre ellos, mediante una relación de semejanza

difusa. Además, se ha realizado una propuesta basada en caminos para medir el
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grado de conectividad entre dos pı́xeles de la imagen, que permitirá, como se

verá en el siguiente capı́tulo, realizar una segmentación de la imagen en conjuntos

de pı́xeles semejantes y conectados. Esta medida de conectividad se basa en la

agregación de las semejanzas entre pares consecutivos de pı́xeles del camino, que

se puede interpretar como una medida de la homogeneidad del mismo.

Partiendo de esta interpretación, se han fijado las caracterı́sticas que debe tener

la función elegida para realizar la agregación y se ha propuesto el uso de t-normas

para calcular la homogeneidad.

Mediante el estudio posterior, se ha concluido que las medidas de homoge-

neidad que se pueden obtener con distintas funciones de agregación ofrecen un

amplio rango de comportamientos que, en el caso de las t-normas estudiadas,

varı́a entre dos situaciones extremas. Esta variedad de comportamientos, abre la

posibilidad de elegir una medida de homogeneidad adaptada al grado de sensibi-

lidad que se quiere tener ante las variaciones en las caracterı́sticas de los pı́xeles.

Como se verá en el siguiente capı́tulo, esto resulta de gran utilidad para adaptarse

a las caracterı́sticas particulares de cada región de la imagen.

Finalmente, se ha realizado un estudio con el fin de comprobar la validez

de las conclusiones extraı́das, independientemente del espacio de color utilizado.

Además, se han analizado las particularidades de cada espacio, viendo en qué ca-

sos es más sensible cada uno a los cambios de color. De este estudio se ha deduci-

do que cualquiera de ellos es adecuado para la segmentación de imágenes, aunque

en general el espacio HSI es más sensible a los cambios de color, salvo cuando

estos tienen lugar en condiciones de baja iluminación, en las que el espacio CIE

Lab muestra mayor sensibilidad.

En el siguiente capı́tulo, se utilizará la medida de conectividad entre dos pı́xe-

les de la imagen para obtener las regiones presentes en la misma, y las medidas

de homogeneidad para obtener modelos adecuados que permitan representar cada

una de dichas regiones.
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Capı́tulo 4

Modelado Difuso de Regiones

Determinar qué se entiende por una región de la imagen es un aspecto funda-

mental tanto para el proceso de modelado de regiones como para el de segmenta-

ción. Como se vio en los antecedentes de esta memoria, existen dos concepciones

básicas de región: la región precisa y la región difusa.

En el primer caso, se define una región como un conjunto de pı́xeles seme-

jantes y conectados. A la hora de aplicar esta definición en la segmentación de

imágenes, las consecuencias más inmediatas son que cada pı́xel sólo puede per-

tenecer a una región, y que todos los pı́xeles de una región pertenecen a ella en

la misma medida. Sin embargo, existen efectos en la imagen derivados de la ilu-

minación, la superposición de objetos o los gradientes de color entre otros, que

con esta definición de región no pueden ser adecuadamente calculados ni repre-

sentados. Un ejemplo de ello se da cuando hay dos regiones cuyas fronteras son

borrosas o están difuminadas. En este caso, no es fácil determinar a cuál de ellas
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pertenece un pı́xel en la zona fronteriza, ni tampoco parece lógico que dicho pı́xel

pertenezca en igual grado que otro que claramente se encuentra dentro de una de

las regiones.

Estas son algunas de las razones del gran impulso que han tenido, especial-

mente en los últimos años, las técnicas de procesamiento y análisis de imagen que

aplican la Lógica Difusa para contemplar este tipo de fenómenos [165,297]. Estas

técnicas consideran una región difusa como un conjunto difuso de pı́xeles seme-

jantes y conectados, tal que cada pı́xel de la imagen tiene un grado de pertenencia

a él. Con esta definición sı́ se pueden representar los fenómenos anteriores, ya que

un mismo pı́xel puede pertenecer con distinto grado a varias regiones cuya fron-

tera sea imprecisa o que se solapen, y puede tener distinto grado de pertenencia

según la atenuación del color o la intensidad en una región.

Entre estas últimas técnicas, las principales diferencias se encuentran en la

forma en que se calcula el conjunto difuso para una región dada. En este sentido,

la mayorı́a de las propuestas definen una medida de homogeneidad [46], entropı́a

[176], contraste [225], o de distancia combinando la diferencia en color con la

distancia espacial [253] o con información fractal [202–204]. A partir de ella,

calculan una función de pertenencia [241]. Esta función de pertenencia se utiliza

en algoritmos de watershed [207,252,253], fusión [46] o crecimiento de regiones

[202–204,225, 241], para obtener las regiones difusas de una imagen.

Un problema no resuelto por las técnicas existentes es que en una misma ima-

gen se pueden encontrar regiones de muy diversa naturaleza. Las técnicas antes

mencionadas, al seleccionar una única medida para calcular todas las regiones de

la imagen, no tienen en cuenta la propia naturaleza de la región.

Con el fin de solventar este problema, proponemos abordar la segmentación

desde el punto de vista del modelado individual de cada región de la imagen. Pa-

ra ello disponemos de las medidas de homogeneidad introducidas en el capı́tulo

anterior, cuya variedad de comportamientos permite adaptarse a las caracterı́sti-
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cas de la región. El objetivo es obtener, para cada región, una representación lo

más exacta posible que refleje cómo varı́an las caracterı́sticas de los pı́xeles, y

que se adapte a sus particularidades mediante la determinación de la medida de

homogeneidad más adecuada en cada caso. Gracias a este modelado individual

de cada región de la imagen se podrá obtener una segmentación más exacta y se

contará con mayor información para posteriores procesamientos.

Para lograr este objetivo se verá, en la sección 4.1, cómo se puede calcular

una región difusa, tomando como base la medida de conectividad definida en el

capı́tulo anterior. En la sección 4.2, se mostrará cómo las diferentes medidas de

homogeneidad utilizadas para calcular la conectividad permiten la adaptación a las

caracterı́sticas de diferentes tipos de regiones. Para que esta adaptación se lleve a

cabo de forma automática, en la sección 4.3 se verá cómo seleccionar una medida

de homogeneidad adecuada para representar la imprecisión en una región dada.

Una vez obtenida una región difusa, y pese a la ventaja que supone contar con

la máxima información posible, puede ser necesario, en determinados momentos,

reducir la cantidad de información, tomando decisiones precisas (“crisp”) acerca

de la pertenencia de un pı́xel a una región. Siguiendo la filosofı́a de “Last Com-

mitment” [128,132], esta decisión deberı́a retrasarse hasta el momento en que sea

imprescindible. En la sección 4.4 se propondrá una forma de obtener una aproxi-

mación precisa de la región modelada. Finalmente, en la sección 4.5, se mostrarán

los resultados que se obtienen aplicando las metodologı́as propuestas.

4.1. Región Difusa

Calcular el modelo difuso de una región de la imagen implica tener un meca-

nismo para obtener el conjunto difuso que la representa o, lo que es equivalente

(ver apéndice A), contar con una función que permita calcular el grado de perte-

nencia de cada pı́xel de la imagen a dicha región.
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Las propuestas que se encuentran en la literatura tienen su origen en algorit-

mos de segmentación basados en regiones, (watershed, fusión o crecimiento de

regiones) [46, 202–204, 207, 225, 241, 252, 253]. Este tipo de algoritmos asumen

la existencia de un pı́xel (o varios) representativo de la región a segmentar, llama-

do semilla, cuya selección se abordará en el capı́tulo siguiente. La idea básica de

estas propuestas es calcular el grado de pertenencia de cada pı́xel de la imagen a

la región, a partir del grado de relación que tenga con su semilla. La cuestión es

cómo se obtiene este grado de relación.

Una opción natural para obtener este grado es utilizar la medida de conectivi-

dad definida en el capı́tulo anterior. Como se vio entonces, la conectividad entre

pı́xeles es una medida del grado en que dos pı́xeles se encuentran próximos tanto

topológicamente como en sus caracterı́sticas. Siguiendo esta idea, dado un pı́xel

semilla de la región que se quiere modelar, se medirá el grado de relación de cada

pı́xel de la imagen con dicha región como la relación que tenga con su semilla,

utilizando para ello la medida de conectividad definida en la ecuación 3.7. De este

modo:

Definición 4.1 El grado de pertenencia µ
R̃s

(p) de un pı́xel p ∈ I a una region

difusa R̃s se define como:

µ
R̃s

(p) = conn(p, rs) (4.1)

donde rs es la semilla de R̃s.

Según indican las ecuaciones 4.1 y 3.7, el grado de pertenencia de un pı́xel a

una región se ha definido como el grado de conectividad del camino óptimo que

lo une a la semilla. Esto implica que para obtener el conjunto difuso asociado a

una región es necesario calcular el camino óptimo desde cada punto de la imagen

hasta la semilla de dicha región.
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En la literatura se pueden encontrar propuestas para el cálculo de caminos

óptimos en imágenes, cuyo objetivo es variado. Desde la obtención de una re-

presentación multiescala [110] de la imagen, la determinación de una interpreta-

ción óptima de la segmentación [30] o la localización de fronteras interpretando

modelos deformables como caminos óptimos [56], hasta el cálculo de una seg-

mentación completa de la imagen. Este último objetivo era el de la propuesta

de Meyer [220], que fue pionero en su aplicación del algoritmo de watershed,

posteriormente ampliado por los trabajos de Foliguet et al [253], cuyo orden de

eficiencia es cuadrático, pese a considerar sólo el 4-entorno de un pı́xel. El origen

de estos algoritmos, al igual que el de nuestra propuesta, se encuentra en la Teorı́a

de Grafos, en el algoritmo de Dijkstra. La implementación aquı́ propuesta, basada

en un algoritmo de crecimiento de regiones, tiene un coste computacional menor

que las precedentes.

El procedimiento, cuyos pasos se resumen en el algoritmo 4, parte de una

semilla, rs representativa de la región difusa que se quiere obtener. Inicialmente,

el único punto que pertenece a la región difusa es la semilla, que tiene máxima

pertenencia. En cada iteración, el pı́xel más próximo al contorno de la región

se incorpora a la misma, asignándole su grado de pertenencia. Este pı́xel más

próximo se busca entre todos los vecinos de los pı́xeles del contorno, y es aquél

con máxima semejanza respecto a su vecino del contorno.

Con este algoritmo sólo se examina una vez cada pı́xel, con lo que se obtiene

el camino óptimo desde la semilla de la región a cada pı́xel, con un coste compu-

tacional de orden O(n · log n), siendo n = M ×N el tamaño de la imagen. En la

figura 4.1, se observa un ejemplo que ilustra el funcionamiento del algoritmo.

Es evidente que los resultados de esta propuesta, al igual que sucede con to-

das las técnicas basadas en regiones [59, 106, 139], estarán condicionados por la

ubicación de la semilla y por la forma en que se calcula el grado de pertenencia.

La ubicación de la semilla será abordada en el capı́tulo 5. En cuanto al cálculo
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Algoritmo 4: Algoritmo para calcular R̃s

Entrada:

Imagen I de tamaño N × M = n

Pı́xel semilla rs

Notación:

Rs : Conjunto de pı́xeles en la región

Contorno(Rs) : Pı́xeles en el contorno de la región Rs

V ecinos(p) : 8-vecinos de p

Aggr: Función de agregación utilizada

1.-Inicialización

Rs = {rs}
µ

R̃s
(rs) = 1

2.- Mientras Card(Rs) 	= n

(p, q) = argmax

(p, q)
{PR(p, q) | p ∈ Contorno(Rs) , q ∈ V ecinos(p) \ Rs}

µ
R̃s

(q) = conn(q, rs) = Aggr (conn(p, rs),PR(p, q))
Rs = Rs ∪ {q}
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Figura 4.1: A: Imagen original (cada cuadro es un pı́xel). B1, B2, C1 y C2: Prime-

ra, segunda, novena y décima iteraciones del algoritmo 4, respectivamente. Las

flechas apuntan en cada pı́xel a su predecesor en el camino a la semilla.
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del grado de pertenencia, en nuestro caso depende de la medida de homogeneidad

elegida para calcular la conectividad, como se verá en el siguiente apartado.

4.2. Región Difusa y Medidas de Homogeneidad

Uno de los objetivos mencionados en la introducción de este capı́tulo es, dada

una región, la obtención de un modelo difuso que represente sus caracterı́sticas de

la forma más exacta posible.

Tal y como se ha definido el grado de pertenencia a una región difusa se podrán

obtener diferentes funciones de pertenencia para una misma región, según cuál sea

la medida de homogeneidad utilizada en el cálculo de la conectividad. Cada uno

de los conjuntos difusos obtenidos con ellas se adaptará a las caracterı́sticas de la

región de diferente manera. Esto plantea la cuestión de cuál de estos conjuntos es

el que mejor representa la imprecisión y la variación en sus pı́xeles.

Al resolver esta cuestión hay que tener en cuenta que en imágenes reales se

puede encontrar una gran variedad de regiones, con diferentes grados y tipos de

imprecisión, tanto en las caracterı́sticas (el color) de los pı́xeles que la forman, co-

mo en sus fronteras. A continuación, se estudiará qué tipos de regiones se pueden

encontrar en imágenes reales para, más adelante ver cómo son las regiones difusas

que se obtienen para cada tipo de región, según la función de agregación escogi-

da. Finalmente, se determinará qué medidas son más adecuadas para modelar cada

tipo de región.

4.2.1. Tipos de regiones en imágenes reales

Es evidente que en imágenes reales existen distintos tipos de regiones, como

se puede apreciar en las imágenes de la figura 4.2 (A a C)-1. Visualmente en todas

ellas se pueden distinguir tres zonas:
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Una zona muy homogénea en torno a la semilla, formada por pı́xeles que

seguro pertenecen a la región, y en la que las caracterı́sticas de los pı́xeles

prácticamente no varı́an.

Una zona fronteriza, donde se produce la transición de una región a otra,

y las caracterı́sticas de los pı́xeles varı́an, pasando de tener el color de la

región a tener el color de lo que la rodea. En esta zona existe imprecisión

puesto que es difı́cil determinar qué pı́xeles pertenecen a la región y cuales

no.

La tercera zona no es propiamente de la región, ya que está formada por

aquellos pı́xeles que, con seguridad, no pertenecen a ella.

Lo que distingue unas regiones de otras es la extensión de cada una de estas zonas,

y cómo es la variación de color que se produce en las fronteras.

Desde el punto de vista de las medidas de homogeneidad y las funciones de

agregación, en la zona homogénea en torno a la semilla los pı́xeles serán muy pa-

recidos entre sı́, por lo que los valores de semejanza agregados serán � 1. Puesto

que para toda t-norma, i se cumple que i(1, a) = 1, el comportamiento de to-

das las funciones de agregación será muy similar. En cuanto a la zona en la que

los pı́xeles no pertenecen a la región, la semejanza respecto a la semilla debe ser

0, por lo que nuevamente todas las funciones de agregación mostrarán el mismo

comportamiento, ya que en las t-normas i(1, 0) = 0. Queda pues la zona fronte-

riza, en la que hay una variación en las caracterı́sticas de los pı́xeles, ante la cual

cada función de agregación dará un resultado diferente. Teniendo esto en cuenta,

las medidas de homogeneidad utilizadas para modelar la región deberán adaptarse

a la variación de color en estas fronteras, y representarla de la forma más exacta

posible.

Partiendo de esta base, en la variedad de posibles regiones se podrı́a distin-

guir dos casos extremos: por un lado, regiones en las que no hay imprecisión; es
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Figura 4.2: Diferentes tipos de regiones. A: Regiones precisas. B: Regiones im-

precisas. C: Regiones de degradados. A-C 1: Ejemplos reales. A-C 2: Ejemplos

sintéticos. A-C 3: Representación intuitiva de cómo varı́a el color en cada región:

r = zona que seguro pertenece a la región verde, f = frontera, nr = zona que seguro

no pertenece a la región verde.
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decir, regiones homogéneas con contornos bien definidos. En el extremo opuesto,

regiones de naturaleza imprecisa en toda su extensión, como son los degradados

de color o iluminación. Entre estos dos extremos existe una amplia variedad de

regiones con diferentes grados y tipos de imprecisión, especialmente en sus con-

tornos. En adelante se distinguirán tres tipos básicos de regiones, correspondientes

tanto a las situaciones extremas como a la intermedia. Dado que existe un conti-

nuo de posibilidades, habrá casos de regiones con caracterı́sticas mixtas, para las

que sea difı́cil decidir a qué tipo pertenecen. Atendiendo a los tres tipos básicos,

se denominará:

Regiones con contornos bien definidos, regiones crisp o precisas a aquellas

con contornos precisos y bien delimitados, en los que se da un rápido y

considerable cambio de color, y hay poca o ninguna imprecisión. En estas

regiones, la zona fronteriza antes comentada apenas existe.

Regiones de degradados a las regiones que sean gradientes de color o de

iluminación, en las que prácticamente toda la región es zona fronteriza.

Regiones intermedias, a las que se encuentran entre los dos casos extremos,

con contornos borrosos o difuminados.

Lo que distingue esto tres tipos de region es el cambio en las caracterı́sticas

de los pı́xeles de la frontera; es decir, la variación de color en el contorno de la

región que es la que da lugar a los diferentes grados de imprecisión. Cuanto más

suave, progresiva y de menor magnitud sea la variación de color en la frontera,

más difı́cil resultará determinar si un pı́xel pertenece o no a la región, y mayor

será la imprecisión en su contorno.

En la figura 4.2 (A1) se muestran ejemplos reales de regiones precisas, ası́ co-

mo un ejemplo sintético, en la imagen (B1). De forma similar, las imágenes (A,



106 Modelado Difuso de Regiones

B)-2, corresponden a ejemplos reales y sintéticos de regiones intermedias, respec-

tivamente; y las imágenes (A, B)-3, a regiones de degradados.

En las imágenes (C)-1 a 3 se representan, para la región verde de las imágenes

(B)-1 a 3, las tres zonas que se pueden encontrar dentro de una misma región.

En la imagen C1, se observa que no existe zona fronteriza, pues hay un drástico

cambio de color; mientras que en la imagen C2 sı́ hay una frontera imprecisa en

la que hay un progresivo cambio de color. Finalmente, en la imagen C3 se ve que

prácticamente toda la región es frontera, puesto que se trata de un degradado de

color entre dos tonos. Intuitivamente, estas gráficas, que muestran el perfil de la

variación de color en la frontera, se asemejan a un corte transversal de la función

de pertenencia que cabrı́a esperar, según el tipo de región.

A continuación se tratará de determinar, para los tres tipos de regiones, qué ca-

racterı́sticas tiene la región difusa obtenida, según la función de agregación utili-

zada para calcular la homogeneidad del camino. También se tratará de ver, en la

sección 4.2.3, qué región difusa de las obtenidas se ajusta más al modelo difuso

que se esperarı́a obtener para cada región.

4.2.2. Caracterı́sticas de las Regiones Difusas

Para responder a las cuestiones planteadas se ha realizado un estudio experi-

mental, en el que se analizan los diferentes tipos de región y, para cada uno, se

estudian las regiones difusas obtenidas con distintas medidas de homogeneidad.

En este estudio se han escogido imágenes reales correspondientes a los tres ti-

pos básicos. Las regiones seleccionadas como ejemplo para este estudio se mues-

tran en la imagen (A) de las figuras 4.3, 4.5, 4.7, 4.9, 4.11 y 4.13. Como se puede

observar, hay una gama de regiones con distintas formas de imprecisión. Las figu-

ras 4.3 a 4.6 muestran ejemplos de regiones con contornos bien definidos, las 4.7

a 4.10 siguientes son regiones intermedias, mientras que las figuras 4.11 a 4.13

son ejemplos de regiones de degradados.
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En cada una de estas imágenes se ha colocado una semilla y se ha obtenido el

conjunto difuso que representa la región en torno a ella. El grado de pertenencia se

ha calculando según la ecuación 4.1 y se ha utilizado el algoritmo 4 para obtener

los caminos óptimos sobre los que se calcula esta pertenencia.

Con el fin de determinar la influencia de la medida de homogeneidad y cuál se

adecúa más a cada clase de región, se ha calculado la homogeneidad del camino

óptimo con diferentes funciones de agregación. En concreto, se han utilizado dos

funciones muy sensibles a cambios en las caracterı́sticas de los pı́xeles: la t-norma

de Weber con λ ∈ {−0.9,−0.8}; dos funciones con un ritmo de decrecimiento

más suave: la diferencia acotada y el producto algebraico; y dos funciones con

puntos de saturación, como son la t-norma de Frank con s = 0.05 y la de Dubois

y Prade con α = 0.95. Se han elegido estas funciones de agregación porque,

como se comprobará más adelante, son representativas de los comportamientos

que permiten modelar, de la formas más adecuada, los tres tipos de regiones que

se han distinguido. En las figuras 4.3 a 4.13, el número, desde 1 hasta 6, indica la

función de agregación utilizada, según el orden en que se acaban de nombrar.

En la imagen (A) de dichas figuras se marca con un cuadrado la semilla de una

región. Las imágenes (B) de las figuras 4.3, 4.5, 4.7, 4.9, 4.11 y 4.13 representan el

conjunto difuso de la región en torno a la semilla, mostrando en blanco la máxima

pertenencia y en negro la pertenencia 0. En las imágenes (C), de las figuras 4.3,

4.5, 4.8, 4.10, 4.12 y 4.14 hay una representación tridimensional del conjunto

difuso asociado a la región de la semilla, en la que la altura indica el grado de

pertenencia.

Analizando las figuras 4.3 a 4.14, la primera conclusión que se puede extraer

es que ante una misma región, como la de las figuras 4.3 y 4.4, las regiones difu-

sas obtenidas presentan comportamientos muy diferentes, según cuál haya sido la

función de agregación escogida. Esto se aprecia con sólo comparar las imágenes

1 y 6 de dichas figuras, y se comprueba en las demás figuras de este estudio.
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Figura 4.3: Conjuntos difusos que modelan una región con contornos bien defini-

dos. A: Imagen ’Peppers’. B1-6: Representación de niveles de gris de los conjun-

tos difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.4: Conjuntos difusos que modelan una región con contornos bien defini-

dos. A: Imagen ’Peppers’. B1-6: Representación tridimensional de los conjuntos

difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.5: Conjuntos difusos que modelan una región con contornos bien de-

finidos. A: Imagen ’Pimientos’. B1-6: Representación de niveles de gris de los

conjuntos difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la

diferencia acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y

la t-norma de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.6: Conjuntos difusos que modelan una región con contornos bien defini-

dos. A: Imagen ’Pimientos’. B1-6: Representación tridimensional de los conjuntos

difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.7: Conjuntos difusos que modelan una región con contornos imprecisos.

A: Imagen ’CelulasText’. B1-6: Representación de niveles de gris de los conjuntos

difusos calculados con la t-norma de Weber con λ ∈ {−0.9,−0.85}, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.8: Conjuntos difusos que modelan una región con contornos imprecisos.

A: Imagen ’CelulasText’. B1-6: Representación tridimensional de los conjuntos

difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.85, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.9: Conjuntos difusos que modelan una región con contornos imprecisos.

A: Imagen ’Halos de Inhibicion’. B1-6: Representación de niveles de gris de los

conjuntos difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la

diferencia acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y

la t-norma de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.10: Conjuntos difusos que modelan una región con contornos impreci-

sos. A: Imagen ’Halos de Inhibicion’. B1-6: Representación tridimensional de los

conjuntos difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la

diferencia acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y

la t-norma de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.11: Conjuntos difusos que modelan una región con degradado de luz. A:

Imagen ’Brillo del Sol’. B1-6: Representación de niveles de gris de los conjuntos

difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.12: Conjuntos difusos que modelan una región con degradado de luz.

A: Imagen ’Brillo del Sol’. B1-6: Representación tridimensional de los conjuntos

difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.13: Conjuntos difusos que modelan una región con degradado de luz y

color. A: Imagen ’Cometa’. B1-6: Representación de niveles de gris de los conjun-

tos difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Figura 4.14: Conjuntos difusos que modelan una región con degradado de luz y

color. A: Imagen ’Cometa’. B1-6: Representación tridimensional de los conjuntos

difusos calculados con la t-norma de Weber con λ ∈ −0.9,−0.8, la diferencia

acotada, el producto algebraico, la t-norma de Frank con s = 0.05 y la t-norma

de Dubois y Prade con α = 0.95, respectivamente.
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Como se puede ver en ellas, cuanto más sensible a los cambios de color es la

medida de homogeneidad utilizada (cuanto más estricta es la función de agrega-

ción escogida), más rápido decrece el grado de pertenencia y menor “extensión”

tiene el soporte de la región difusa. Esto se observa en las imágenes (B, C)-1 y 2

de las figuras 4.3 a 4.14, donde el grado de pertenencia se hace 0 ante la prime-

ra variación de color significativa. Este tipo de medidas puede resultar útil para

representar regiones con contornos bien definidos, como las de las figuras 4.3 a

4.6, con poca o ninguna imprecisión en ellos, en las que cabrı́a esperar un rápido

decrecimiento de los grados de pertenencia al alcanzar la frontera.

En el caso de los conjuntos difusos calculados con medidas de homogeneidad

menos sensibles, como la obtenida con la diferencia acotada o el producto alge-

braico (en las imágenes (B, C)-3 y 4), los grados de pertenencia decrecen a menor

ritmo, con lo que el soporte ocupa gran parte de la imagen. En las imágenes (C)-

3 y 4 de las figuras estudiadas se puede ver que, cuando se usan estas medidas

de homogeneidad, el rango real donde toman valor los grados de pertenencia no

siempre es [0, 1]. Este tipo de medidas podrı́an ser adecuadas para representar las

regiones de degradados o con gran imprecisión en los contornos, como las de las

figuras 4.11 a 4.14.

Si se analizan las imágenes (B, C)-5 y 6, se observa que las regiones difusas

calculadas con medidas de homogeneidad que se saturan no representan adecua-

damente la región original, independientemente de a cuál de los tres tipos básicos

de región corresponda. La causa es que el grado de pertenencia casi no decrece,

lo que hace que el soporte de la región difusa sea toda la imagen y que el rango

real de los grados de pertenencia no llegue a ser ni el 25 % del rango teórico. Un

ejemplo de ello son las imágenes 4.12-C6 y 4.14-C6.

De todo esto se concluye que las funciones de agregación a partir de las cua-

les se pueden obtener regiones difusas realmente útiles para representar la region

modelada, son aquellas que no se saturan. Entre ellas, se intuye que las próximas
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a la t-norma de Weber con λ → −1 servirán para regiones crisp, mientras que las

similares a la diferencia acotada serán más adecuadas para regiones con degrada-

dos. Entre ambas se puede encontrar un número infinito de medidas, que pueden

resultar adecuadas para los distintos casos intermedios.

4.2.3. Medidas de homogeneidad para cada tipo de región

Teniendo presentes las conclusiones anteriores, el siguiente paso es tratar de

ver cómo se puede aprovechar los distintos grados de sensibilidad de las medidas

de homogeneidad, para obtener modelos difusos que representen cada región lo

mejor posible. Para ello, es imprescindible concretar qué se entiende por “lo mejor

posible”. En este caso, se ha optado por fijar las caracterı́sticas que intuitivamente

se esperarı́a que tuviera el modelo difuso para cada tipo de región.

En todos los casos, el soporte del conjunto difuso que se esperarı́a obtener

deberı́a coincidir, en la mayor medida posible, con los lı́mites de la región, pues

si se extiende más se estarı́a manteniendo información innecesaria, y si no cubre

toda la región se estarı́a perdiendo información de interés. Además, el grado de

pertenencia deberı́a ir disminuyendo a mayor o menor ritmo, dependiendo del tipo

de región, del siguiente modo:

Si la región es precisa, debe mostrar un grado de pertenencia alto y prácti-

camente constante para los pı́xeles dentro de la región, y un drástico decre-

cimiento al alcanzar su contorno.

Si se trata de una región intermedia con contorno impreciso, el conjunto

difuso debe mostrar un progresivo decrecimiento, acorde a la variación de

las caracterı́sticas de los pı́xeles en dicho contorno.
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Cuando hay un gradiente de color o de luz, el conjunto difuso debe ex-

tender su soporte por todo el degradado, y evolucionar decreciendo lenta y

suavemente, de acuerdo con el cambio gradual que se produce en él.

Este conjunto de caracterı́sticas podrı́a resumirse, de manera aproximada, di-

ciendo que consideramos que la medida de homogeneidad más adecuada será aque-

lla que proporcione una región difusa cuya frontera ofrezca una variación similar

a la variación del color en la imagen real.

A la vista de todo ello estimamos que, entre los modelos obtenidos en este

estudio, el que más se ajusta a lo esperado en cada región de las figuras 4.3 a 4.14,

es el que se indica en la tabla 4.1. En ella, la primera columna hace referencia a la

imagen original, donde se marca con un cuadrado la posición de la semilla. En la

segunda columna se indica cuál de las regiones difusas obtenidas es la que ofrece

un modelo más acorde a lo esperado. La tercera columna muestra la función de

agregación con la que se ha calculado el modelo y, entre paréntesis, indica cómo

deberı́a ser la medida de homogeneidad para obtener un modelo mejor.

Imagen Modelo Difuso

Esperado

Función de Agregación

4.3 (A) 4.3 (B)-1 t-norma de Weber λ = −0.9 (más estricta)

4.5 (A) 4.5 (B)-1 t-norma de Weber λ = −0.9 (más suave)

4.7 (A) 4.7 (B)-2 t-norma de Weber λ = −0.85

4.9 (A) 4.9 (B)-2 t-norma de Weber λ = −0.8

4.11 (A) 4.11 (B)-3 Diferencia Acotada (más estricta)

4.13 (A) 4.13 (B)-3 Diferencia Acotada

Tabla 4.1: Modelo difuso que mejor representa las caracterı́sticas de la región en

torno a la semilla.
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Ante la información mostrada en esta tabla, hay que hacer algunas puntuali-

zaciones. Como se puede observar en la imagen 4.3 (B)-1, el modelo difuso se

extiende fuera de los lı́mites de la región, por lo que se deberı́a usar una medida

de homogeneidad más estricta para obtener un modelo que represente mejor la

región. En el caso de la región de la figura 4.5 (A), se esperarı́a un modelo entre

el mostrado en la imagen (B)-1 y el de la (B)-2, por lo que el valor de λ con el

que se puede obtener un modelo más adecuado debe encontrarse en el intervalo

(−0.9,−0.8). Suponiendo que en la imagen 4.11 (A) se quiera modelar toda la

región del cielo, la medida de homogeneidad deberı́a ser algo más estricta que la

diferencia acotada, puesto que el soporte llega a cubrir el mar, y los grados de per-

tenencia no se encuentran en todo el rango [0, 1]. Cabe destacar que, entre estos

ejemplos, las funciones de agregación con las que se pueden obtener las regiones

difusas esperadas se pueden obtener a partir de la t-norma de Weber, variando el

valor de su parámetro λ, como es el caso de la diferencia acotada, que se obtiene

con λ = 0.

A la vista de todo lo anterior, de la tabla 4.1 y de las caracterı́sticas esperadas

para el modelo difuso de cada región, se pueden extraer las siguientes conclusio-

nes:

Si la región está bien definida, las medidas de homogeneidad que generarán

conjuntos difusos más próximos a lo esperado son las que se calculan con

la t-norma de Weber con un valor de su parámetro en torno a −0.9.

Cuanto mayor sea la imprecisión en la región, la medida de homogeneidad

elegida debe ser más suave, como las dadas por la t-norma de Weber con

λ ≈ −0.8, con λ → 0 conforme aumenta la imprecisión.

En regiones con suaves gradientes de color, la medida de homogeneidad

debe poder adaptarse a cambios en las caracterı́sticas de los pı́xeles, siendo
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las medidas con una evolución similar a la de la diferencia acotada las que

ofrecerán modelos acordes a lo esperado.

Según esto las medidas de homogeneidad de mayor interés desde el punto de

vista del modelado son las comprendidas entre la t-norma de Weber con λ → −1
y la diferencia acotada. Estas funciones de agregación se pueden obtener variando

el parámetro λ de la t-norma de Weber en el rango (−1, 0], lo que será de gran

utilidad más adelante. Para tener cierto margen y modelar otros degradados más

suaves, se considerará que el rango de interés para λ es (−1, 1].

Si a la hora de calcular el modelo difuso para una región no se elige una

medida de homogeneidad adecuada, se pueden dar tres situaciones:

Que se haya elegido una medida de homogeneidad demasiado estricta y

sensible a variaciones en las caracterı́sticas de los pı́xeles, en cuyo caso, el

soporte del conjunto difuso no cubrirá toda la extensión de la región.

Que se haya optado por una medida de homogeneidad demasiado suave y

poco sensible a cambios en las caracterı́sticas de los pı́xeles, en cuyo caso

se podrı́a representar cómo varı́an los pı́xeles dentro de la región pero el

soporte del conjunto difuso se extenderı́a fuera de los lı́mites de la región.

Que se haya seleccionado una medida de homogeneidad que se satura, con

lo que no será posible apreciar cómo varı́an los pı́xeles en la región.

En el siguiente apartado, teniendo en cuenta todas las consideraciones ante-

riores, se propone una técnica para determinar de forma automática una medida

de homogeneidad adecuada para calcular el modelo difuso de una región, a partir

de su semilla.
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4.3. Estimación Automática de la Medida de Homogenei-

dad

El siguiente paso natural en el modelado difuso de regiones, es tratar de re-

lacionar las caracterı́sticas de la región con una medida de homogeneidad que

permita obtener una función de pertenencia adecuada para representarla. Como se

ha visto en el apartado anterior, hay un número virtualmente infinito tanto de tipos

de regiones, en función de la imprecisión en sus fronteras, como de medidas de

agregación con las que modelarlas, en función de la t-norma utilizada para agregar

los valores de semejanza entre pı́xeles.

Como se vio en la sección anterior, el rango de funciones de agregación com-

prendido entre la diferencia acotada y la t-norma de Weber con λ → −1 ofrece

una diversidad de comportamientos que proporcionaron, en los ejemplos mostra-

dos, desde regiones pequeñas con pendientes abruptas en sus funciones de perte-

nencia, hasta regiones que ocupaban virtualmente toda la imagen con altos grados

de pertenencia. Esto quiere decir, dado que es bien conocida la ordenación exis-

tente entre las funciones de agregación obtenidas con las diferentes t-normas, que

para cubrir los distintos tipos de comportamientos necesarios es suficiente con

utilizar t-normas que se muevan entre las mencionadas. Dado que este rango se

puede obtener con diferentes valores del parámetro λ en la t-norma de Weber,

será esta t-norma la utilizada para establecer la relación que se busca. En definiti-

va, esto implica que la tarea a abordar será estimar de manera automática el valor

de λ que proporcione la medida de homogeneidad más adecuada para una región

dada, entendiendo esto último en el sentido descrito en el apartado 4.2.3.

El enfoque que proponemos en esta sección consiste en realizar una estima-

ción, mediante un valor numérico, de la variación del color (imprecisión) en la

frontera de la región en la imagen, y tratar de asociar dicho valor numérico con el

valor de λ mediante una función. Para ello, en la sección 4.3.1, se mostrará cómo
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estimar un valor representativo de la imprecisión y la variación de color en la

frontera de una región. A continuación, en la sección 4.3.2, se establecerá una re-

lación funcional entre dicho valor y el parámetro λ, mediante la realización de un

proceso de experimentación y el ajuste de una función a los datos obtenidos.

4.3.1. Caracterización del Entorno de una Semilla

El problema a abordar es la determinación de las caracterı́sticas de la región a

modelar, en concreto, de la variación de color que se produce en el contorno de la

región.

En lo que a caracterización de regiones se refiere, hay un gran número de al-

ternativas, orientadas a la recuperación de imágenes en bases de datos [14, 99], la

clasificación [69], al estudio de imágenes médicas [326], o al reconocimiento de

objetos [15,98] o determinados tipos de regiones con caracterı́sticas concretas co-

mo el mar en imágenes SAR (synthetic aperture radar) [290, 337]. Sin embargo,

todas ellas se basan en el análisis de regiones previamente definidas, resultantes

en un proceso de segmentación. El problema es que, al inicio del proceso de mo-

delado de regiones, todavı́a no hay ninguna región que caracterizar, ni tampoco

contornos, ya que únicamente se cuenta con su semilla. Para resolver este proble-

ma, las propuestas existentes [58, 73, 242, 357] realizan una detección de contor-

nos o una presegmentación de la imagen, con el inconveniente de su elevado coste

computacional.

Una solución alternativa es abordar el problema desde el estudio del entorno

de la semilla, asumiendo que la información obtenida de él puede ser representati-

va de la región a modelar. Aunque en la literatura existen propuestas que estudian

el entorno de una semilla [4,87,130,314,323,326], ninguna de ellas obtiene carac-

terı́sticas de él, sino que tienen como propósito realizar un proceso de selección de

semillas. En esta sección se realizará un estudio del área de la imagen que rodea a

una semilla dada, con el fin de obtener un valor representativo de la magnitud de
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la variación de color en las fronteras que hay en torno a ella.

Caracterización basada en caminos

Puesto que la metodologı́a propuesta en esta memoria está basada en cami-

nos, esta cuestión se abordará estudiando un conjunto de caminos con diferentes

direcciones en torno a una semilla dada, y calculando la magnitud de la variación

de color que tiene lugar en las fronteras cruzadas por ellos.

Con este propósito, se realizarán los pasos resumidos en el esquema 4.15. En

él los números de color añil hacen referencia a los siguientes pasos: primero se

elegirá el conjunto de caminos sobre el que se va a trabajar (1). Una vez elegido,

se estudiará cada uno de ellos de forma individual (2), buscando las variaciones de

color significativas que se produzcan en él. Esto se hará estudiando el comporta-

miento de cada componente de color a lo largo del camino (3 y 4). Finalmente, se

agregará la información de todos los caminos (5), obteniéndose el valor estimado.

A continuación se detallará cada uno de estos pasos.

1) Elección de caminos

Dependiendo de los caminos que se elijan, la información obtenida tendrá ma-

yor o menor representatividad sobre las caracterı́sticas de la región a modelar, lo

que afectará a la calidad de los resultados finales. En esta memoria se utilizarán

caminos rectos, con direcciones equidistribuidas alrededor de la semilla, y con una

longitud proporcional al tamaño de la imagen (un 30 %). Aunque estos parámetros

proporcionan buenos resultados en la mayorı́a de los casos, si se quiere obtener

un resultado más exacto, se puede escoger una longitud acorde al tamaño de la

región, de modo que crucen su frontera, o caminos con distintas orientaciones,

si se cuenta con información previa sobre la región. Un ejemplo de los caminos

elegidos se puede ver en la imagen (E) de la figura 4.17. En ella se observan, mar-



128 Modelado Difuso de Regiones

Figura 4.15: Esquema resumiendo los pasos seguidos para caracterizar el contor-

no de una región. Los números del 1 al 5 indican la numeración de los apartados.
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cados en diferentes colores, los caminos elegidos para la semilla destacada con

una estrella azul en la imagen (A) de dicha figura.

Se notará cada uno de estos caminos como πsi, donde rs es el pı́xel semilla

e i es el ı́ndice que el camino ocupa dentro del conjunto de caminos elegidos:

{πs1, πs2, ..., πsn}, siendo n el número de caminos que hay en el conjunto.

2) Estudio de cada camino

Al estudiar el color en cada camino, se plantean las dos alternativas básicas

que existen cuando se trabaja con color: una opción es combinar la información de

las tres componentes de color, y trabajar sobre esa combinación; o bien, se puede

optar por procesar por separado cada una de las componentes de color.

Con la primera alternativa no es posible adaptarse a las particularidades de la

información dada por las distintas componentes, perdiéndose información sobre

las condiciones de cromaticidad. Por ello, se estudiará por separado la evolución

de cada una de las componentes de color. Posteriormente, se combinará la infor-

mación obtenida en cada una de ellas para obtener un único valor representativo

de la variación de color del camino, tal como se muestra en el esquema de la figura

4.16, que resume la notación utilizada.

3) Estudio de la imprecisión en la frontera en cada componente de color

Dado un camino πsi, se analizará la información de cada una de las compo-

nentes del vector de caracterı́sticas de un pı́xel. El análisis que se propone en este

apartado es independiente de la caracterı́stica que se esté estudiando, por lo que

se describirá para una componente genérica, Φ. En esta memoria, dado que las

componentes del vector tomado como ejemplo son las coordenadas HSI del pı́xel,

Φ ∈ {H, S, I}.
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Figura 4.16: Esquema resumiendo los pasos seguidos en el estudio de los caminos.



4.3 Estimación Automática de la Medida de Homogeneidad 131

El análisis que aquı́ se realiza, se basa en el concepto de perfil de una carac-

terı́stica a lo largo de un camino, definido del siguiente modo:

Definición 4.2 Se define el perfil de una caracterı́stica, Φ a lo largo de un camino

πsi como la función que da, para cada punto del camino, el valor que tiene en esa

componente, es decir:

PΦ
πsi

(r) = Φ(r) (4.2)

donde r ∈ πsi y Φ(r) = Φr representa el valor de la componente Φ en el punto

r. En nuestro caso habrá un perfil para cada componente de color, definido de

esta forma salvo para la componente de tono. En esta componente se ha tenido en

cuenta su propiedad de circularidad, definiendo la función que da el tono en cada

punto según se indica en la ecuación 4.3:

H(rk) =

{
Hrk

Si (k = 1) ∨ (|H(rk−1) − Hrk
| < π)

Hrk
+ 2π · Sign(|H(rk−1) − Hrk

|) en otro caso
(4.3)

De esta forma, sustituyendo en la ecuación 4.2, el cálculo del perfil de la com-

ponente H se harı́a según la siguiente ecuación:

PH
πsi

(rk) =

{
Hrk

Si (k = 1) ∨ (|PH
πsi

(rk−1) − Hrk
| < π)

Hrk
+ 2π · Sign(|PH

πsi
(rk−1) − Hrk

|) en otro caso
(4.4)

Como ejemplo, para el camino marcado con una lı́nea roja horizontal en la

imagen (E) de la figura 4.17, se muestran los perfiles de tono, saturación e in-

tensidad en las imágenes (B,C,D)-2 respectivamente, pintados con la lı́nea roja

continua.

Para este estudio, la parte más importante del perfil es la que corresponde al

contorno de la región, la cuestión es cuál es esa parte, cómo se distingue. Hacien-

do referencia a las tres zonas delimitadas en el apartado 4.2.1, mientras se esté en
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Figura 4.17: Resultados obtenidos para una región con el contorno bien definido.

A: Imagen original con la semilla marcada con una estrella. B1, C1, D1: Imagen

de tono, saturación e intensidad, respectivamente, con los caminos utilizados y los

puntos de variación, v̂ , marcados con un cuadrado. B2, C2, D2: Perfiles de tono,

saturación e intensidad para el camino rojo con dirección 0◦, respectivamente. E:

Imagen original con la localización definitiva del primer punto de variación de

color detectado en cada dirección.



4.3 Estimación Automática de la Medida de Homogeneidad 133

el área homogénea en torno a la semilla, los valores del perfil serán muy similares.

Cuando se alcance el contorno, habrá un cambio relevante en los valores del perfil.

Este cambio será drástico si se trata de una región con el contorno bien definido

o gradual si la región tiene un contorno impreciso. Si se trata de un degradado de

color, los valores del perfil irán aumentando o decreciendo, según el tipo de de-

gradado, a un ritmo aproximadamente constante. Una vez que se haya atravesado

la frontera de la región, los valores del perfil volverán a ser muy similares, pues

corresponden a otra región.

Según esto, las fronteras corresponderán a variaciones relevantes de los va-

lores del perfil; por tanto, el objetivo es estudiar y tratar de detectar tales varia-

ciones. Una herramienta idónea para ello es el estudio del gradiente del perfil,

entendiendo por tal las diferencias entre los valores de los puntos consecutivos.

En este gradiente interesa localizar los extremos locales puesto que, al ser pun-

tos de máxima variación en los valores originales, son los que pueden indicar la

presencia de contornos. Ası́ pues, vamos a estimar la localización de la frontera

de la región mediante los puntos de variación relevante del perfil, definidos del

siguiente modo:

Definición 4.3 Se define un punto de variación relevante en el perfil de una com-

ponente de color, PΦ
πsi

, notado vΦ
si, como el punto del camino correspondiente a

un extremo local (máximo o mı́nimo) cuya magnitud del gradiente se encuentre

por encima de un umbral de relevancia, TΦ
si .

Con el fin de automatizar el proceso en la mayor medida posible, pero permi-

tiendo una adaptación a las caracterı́sticas de la región, se ha calculado el umbral

de relevancia, TΦ
si , como un porcentaje de la magnitud, en valor absoluto, del ma-

yor extremo del gradiente.

Ası́ pues, dado un camino, πsi, habrá un conjunto de puntos de variación re-

levante en la componente de color. De todos ellos es necesario elegir uno, que se
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notará v̂Φ
si, como indicador de la primera frontera (la que, es de suponer, corres-

ponde al contorno de la región).

No se puede olvidar que este estudio se está haciendo en las tres componentes

de color y que, por tanto, cada una de ellas tendrá sus propios puntos de variación

relevante, cuya posición no tiene por qué coincidir. Esto implica que será necesa-

rio elegir entre los puntos detectados, o bien establecer un orden de precedencia

en el estudio de las componentes de color. Puesto que se trabaja con imágenes en

color, parece lógico darle mayor importancia a las componentes con información

cromática y, dado que el espacio tomado como ejemplo es el HSI, optar por esta-

blecer un orden de búsqueda parece la mejor opción. Este orden permite resolver

el problema de la indefinición de las componentes de tono y saturación cuando

las condiciones de cromaticidad son bajas o se trabaja con imágenes de niveles de

gris. Además, al darle mayor importancia a la información cromática, se reduce

la influencia de brillos y sombras, presentes en la componente de intensidad que

será la última en la ordenación.

La propuesta de ordenación que hacemos consiste en calcular primero el pri-

mer punto de variación relevante en la componente de tono, v̂H
si , y después buscar

v̂S
si y v̂I

si dentro de un intervalo fijo en torno a v̂H
si . Si no se encontrara ningún

punto de variación relevante en la componente de tono, se iniciarı́a el análisis en

la de saturación. Si nuevamente no se encuentran dichos puntos, se buscarı́an en

el perfil de la intensidad.

Una vez obtenido v̂Φ
si para cada una de las componentes de color, se ha de

aproximar la magnitud de la variación de color que se produce en torno a esa

posición. Nuestra propuesta es utilizar para ello el valor absoluto de la pendiente

de la recta que aproxima el perfil, mΦ
si. Esta pendiente se estima a partir de la lı́nea

recta que une las posiciones, lv̂Φ
si y rv̂Φ

si, donde comienza y termina la variación

indicada por v̂Φ
si. Estos puntos, lv̂Φ

si y rv̂Φ
si, son los cruces con cero del gradiente, a

izquierda y derecha de v̂Φ
si, respectivamente. Esta propuesta se formaliza mediante
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la siguiente definición:

Definición 4.4 Dada una semilla, rs, una componente de color Φ ∈ {H, S, I}
y el primer punto de variación relevante en dicha componente v̂Φ

si, se define la

estimación en la componente Φ de la imprecisión de la frontera en torno a rs,

que se notará mΦ
si, como la pendiente de la recta que une los cruces por cero

a la izquierda, lv̂Φ
si, y a la derecha, rv̂Φ

si, de v̂Φ
si, tal y como indica la siguiente

ecuación:

mΦ
si =

PΦ
πsi

(rv̂Φ
si) − PΦ

πsi
(lv̂Φ

si)

rv̂Φ
si − lv̂Φ

si

(4.5)

En la figura 4.17 (B2, C2, D2) se observa el gradiente del perfil en cada com-

ponente marcado con una lı́nea verde punteada, mientras que el punto utilizado

para calcular TΦ
si se marca con un triángulo negro. El punto v̂Φ

si aparece destacado

con un cuadrado rojo y los puntos lv̂Φ
si y rv̂Φ

si señalados con cı́rculos azules.

4) Agregación de la información de las componentes de color

Tras obtener los tres puntos de variación relevante en una componente de co-

lor, v̂H
si , v̂S

si y v̂I
si, es necesario combinar la información de sus correspondientes

magnitudes, mH
si , mS

si y mI
si, para obtener un único valor representante de la va-

riación de color en ese camino.

Dado que el espacio de color elegido es tridimensional, las magnitudes mH
si ,

mS
si y mI

si se pueden interpretar como el módulo de la proyección en cada uno de

los ejes, del vector que da la variación de color total. Desde este punto de vista, la

variación de color en un punto frontera en el camino, msi, se puede obtener como

el módulo de este vector, tal y como indica la ecuación 4.6.

msi =

√
(mH

si )2 + (mS
si)2 + (mI

si)2

3
(4.6)
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Además de medir esta magnitud es interesante, para otras aplicaciones que

se verán más adelante, conocer la posición en que se produce dicha variación.

Puesto que la variación que interesa es la más cercana a la semilla, que es la que

con mayor probabilidad corresponderá a su frontera, de los tres puntos v̂H
si , v̂S

si y

v̂I
si, se seleccionará el más próximo al principio del camino, y se notará v̂si.

Siguiendo el proceso explicado en esta sección con cada uno de los cami-

nos, πsi, i ∈ {1..n}, se obtiene, para la semilla rs, un conjunto de valores,

{ms1, ms2, ..., msn}, que representan la variación de color en distintas direccio-

nes en torno a ella, y el conjunto de puntos, Vs = {v̂s1, v̂s2, ..., v̂sn}, en los que se

dan estas variaciones.

5) Agregación de la información de los caminos

El último paso es combinar la información obtenida en las distintas direccio-

nes, en un único valor que represente cómo varı́a el color en el contorno de la

región, proporcionando una idea de lo imprecisa que es.

Para evitar casos extremos, se ha optado por elegir la mediana para agregar

los valores msi obtenidos en cada camino, seleccionando ası́ un valor intermedio.

De este modo, la variación de color que se produce en la región asociada a una

semilla rs, que se notará Ms, se calcula como:

Ms = Mediana{msi} (4.7)

donde i ∈ {1..n}, y n es el número de caminos utilizados en el análisis.

Ejemplos

En las figuras 4.18 a 4.22 se muestran los resultados obtenidos para regiones

con diferentes niveles de imprecisión: una región con contorno bien definido, otra
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con contornos imprecisos, una región con un degradado de iluminación y otra con

un suave gradiente de color, respectivamente.

En todos los experimentos mostrados en esta sección, se han escogido ocho

caminos cubriendo ocho direcciones equidistribuidas en torno a la semilla, desde 0

hasta 315 grados con un incremento de 45 grados. Cada camino es una lı́nea recta

formada por la secuencia de pı́xeles en la dirección correspondiente, y su longitud

es el 30 % del tamaño de la imagen. Al calcular el gradiente de los perfiles de estos

caminos se ha realizado un suavizado gaussiano con un núcleo de tamaño 5 y una

desviación tı́pica de 1. El porcentaje con el que se calcula el umbral de relevancia

de una variación de una componente de color es 0.7.

En todas estas figuras, la imagen (A) es la imagen original con una estrella

azul marcando la semilla. Las imágenes (B,C,D)-1 de estas figuras representan el

tono, la saturación y la intensidad de cada pı́xel de la imagen, con el primer punto

de variación relevante encontrado en cada camino y en cada componente de color

marcado con un cuadrado. Además, las imágenes (B,C,D)-2 muestran los perfiles

del tono, la saturación y la intensidad, respectivamente para uno de los caminos

de la imagen A. En concreto, en cada figura se ha escogido el que está marcado

con una flecha y cuya dirección es 270◦, 180◦, 0◦, 45◦ , 270◦ , en las figuras 4.18

a 4.22, respectivamente. Finalmente, la imagen (E) representa la imagen original

con la localización definitiva del primer punto de variación relevante de color en

cada dirección.

Como se puede observar en las imágenes (B, C, D)-1 de las figuras 4.18 a 4.20,

el punto localizado en cada camino como primer punto de variación relevante de

color, v̂ , coincide en la mayorı́a de los casos con la frontera de la región. Sin

embargo, en las mismas imágenes de las figuras 4.21 y 4.22, se observa que en

la mayor parte de los casos el cuadrado que marca la posición del punto v̂ se

encuentra al final del camino, indicando que el camino completo constituye una

suave variación y que no se ha atravesado ninguna frontera.



138 Modelado Difuso de Regiones

Figura 4.18: Resultados obtenidos para una región con el contorno bien definido.

A: Imagen original con la semilla marcada con una estrella. B1, C1, D1: Imagen

de tono, saturación e intensidad, respectivamente, con los caminos utilizados y los

puntos de variación, v̂ , marcados con un cuadrado. B2, C2, D2: Perfiles de tono,

saturación e intensidad para el camino azul con dirección 270◦, respectivamente.

E: Imagen original con la localización definitiva del primer punto de variación

de color detectado en cada dirección.
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Figura 4.19: Resultados obtenidos para una región con el contorno impreciso. A:

Imagen original con la semilla marcada con una estrella. B1, C1, D1: Imagen de

tono, saturación e intensidad, respectivamente, con los caminos utilizados y los

puntos de variación, v̂ , marcados con un cuadrado. B2, C2, D2: Perfiles de tono,

saturación e intensidad para el camino cyan con dirección 180◦, respectivamente.

E: Imagen original con la localización definitiva del primer punto de variación

de color detectado en cada dirección.
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Figura 4.20: Resultados obtenidos para una región con el contorno impreciso. A:

Imagen original con la semilla marcada con una estrella. B1, C1, D1: Imagen de

tono, saturación e intensidad, respectivamente, con los caminos utilizados y los

puntos de variación, v̂ , marcados con un cuadrado. B2, C2, D2: Perfiles de tono,

saturación e intensidad para el camino rojo con dirección 0◦, respectivamente. E:

Imagen original con la localización definitiva del primer punto de variación de

color detectado en cada dirección.
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Figura 4.21: Resultados obtenidos para una región con un degradado de luz. A:

Imagen original con la semilla marcada con una estrella. B1, C1, D1: Imagen

de tono, saturación e intensidad, respectivamente, con los caminos utilizados y

los puntos de variación, v̂ , marcados con un cuadrado. B2, C2, D2: Perfiles de

tono, saturación e intensidad para el camino naranja con dirección 45◦, respec-

tivamente. E: Imagen original con la localización definitiva del primer punto de

variación de color detectado en cada dirección.
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Figura 4.22: Resultados obtenidos para una región de tipo difuso. A: Imagen ori-

ginal con la semilla marcada con una estrella. B1, C1, D1: Imagen de tono, satu-

ración e intensidad, respectivamente, con los caminos utilizados y los puntos de

variación, v̂ , marcados con un cuadrado. B2, C2, D2: Perfiles de tono, saturación

e intensidad para el camino azul con dirección 270◦, respectivamente. E: Ima-

gen original con la localización definitiva del primer punto de variación de color

detectado en cada dirección.
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En las imágenes (B,C,D)-2, se observan sin lı́nea los perfiles del tono y la

saturación, en aquellos casos en los que dichas componentes están indefinidas,

debido a las condiciones de cromaticidad. También se puede apreciar cómo la

pendiente de la recta (lı́nea azul punteada) utilizada en cada perfil para aproximar

la magnitud de la variación de color, es mayor en las figuras 4.18 y 4.19, donde

hay una apreciable diferencia entre el color de la región y el que hay fuera de su

contorno, que en las figuras 4.21 y 4.22, donde las pendientes son menores debido

a que el cambio de color es suave y gradual, y hay más imprecisión.

4.3.2. Determinación de λ a partir de M

En la sección anterior se ha obtenido una estimación, Ms, de la variación del

color en las fronteras en torno a una semilla, rs. Ahora el objetivo es relacionar

este valor con las medidas de homogeneidad, determinando un valor adecuado de

λ, según lo indicado en el apartado 4.2.3.

Relación funcional entre λ y M

Para estudiar la relación que existe entre λ y la pendiente de la función de

pertenencia calculada con dicho valor de λ, se propone encontrar una función

F : [0, 1] → (−1,∞), tal que:

F(M) = λ (4.8)

Con el propósito de encontrar esta función se propone un enfoque en el que,

de manera experimental, se obtenga un conjunto de parejas de valores, que se

notará Ψ = {(M1, λ1), . . . , (Mm, λm)}, tales que la variación estimada en la

frontera de la función de pertenencia calculada con λ sea similar a la variación de

un perfil de pendiente M. Ası́, la función F se puede obtener mediante el ajuste

de una curva al conjunto de puntos Ψ.
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En la figura, 4.23 se resumen los pasos seguidos para la determinación de F ,

que se describen a continuación.

Figura 4.23: Pasos seguidos para estimar automáticamente una medida de homo-

geneidad.

1) Construcción del conjunto Ψ de puntos (M, λ)

Una cuestión importante que se plantea a la hora de obtener el conjunto Ψ es

cómo se puede obtener una estimación de la variación de una función de pertenen-

cia, calculada con un valor de λ concreto. Dado que se pretende que la variación

en el perfil y en la función de pertenencia sean similares, y para poder realizar esta
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comparación, se propone estimar dicha variación de la misma forma que se hizo

sobre el perfil; es decir, mediante el cálculo de la pendiente (en valor absoluto) de

una recta que una los puntos de comienzo y final de la frontera en la función de

pertenencia.

En definitiva, esto supone que para obtener Ψ, basta con calcular un conjunto

de funciones de pertenencia utilizando distintos valores de λ, y obtener la estima-

ción de la variación para cada uno de ellos (pendientes) como se acaba de indicar.

Para ello, se ha determinado como referencia un camino para el que de manera

visual e intuitiva se pudiese establecer alguna relación clara entre un valor concre-

to de pendiente y el valor de λ correspondiente. En este estudio se ha optado por

fijar como referencia un camino en el que haya una magnitud variación constante

e igual a K ∈ [0,∞) entre pı́xeles consecutivos. Este camino permitirá conseguir

que el conjunto Ψ verifique las siguientes condiciones:

1. El valor λ = 0 se asociará con un camino de variación constante K (lo que

implica que M = K).

2. Para una pareja dada (M i, λi), M i > K implica λi < 0. Del mismo modo,

M i < K implica λi > 0.

3. Si M i > M j entonces λi < λj . De la misma manera, si M i < M j enton-

ces λi > λj .

Con la primera propiedad se está fijando como referencia un degradado con

una variación constante K, para el cual se utilizará como función de agregación

la diferencia acotada (obtenida con la t-norma de Weber con λ = 0), ya que ésta

es la función de agregación cuya pendiente coincide con la variación con la que

se ha construido el degradado. Con la segunda propiedad, se indica que para los

casos en los que la variación de color (M) sea mayor que K, habrá que utilizar

una función de agregación más estricta (un λ menor); mientras que si la variación
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de color es menor que K, la función de agregación debe tener un decrecimiento

más lento (un λ mayor). Finalmente, la tercera propiedad sirve para imponer una

forma de decrecimiento, y asegurar que la ordenación entre las pendientes también

corresponde a una ordenación entre las funciones de agregación, de tal modo que

cuanto mayor sea la variación de color, menor debe ser el valor de λ y, por tanto,

más estricta la función de agregación.

Teniendo en cuenta estas propiedades, se obtendrá Ψ del siguiente modo: dado

un camino teórico en el que la semejanza entre pı́xeles consecutivos es constante

e igual a K, se representará como una función la evolución de las medidas de

homogeneidad obtenidas con distintos valores de λ. De manera similar a como se

hizo en el capı́tulo anterior, para cada punto p del camino, el valor de esta función

corresponde a la magnitud de la homogeneidad del subcamino que va desde el

primer punto hasta p. De este modo, se obtendrán funciones decrecientes que van

desde el punto [0, 1] hasta (xλ, 0), tal y como se muestra en la figura 4.24.

A partir de un conjunto de valores de λ,
{
λ1, . . . , λm

}
, y con estas funciones

se obtiene el conjunto Ψ calculando los correspondientes valores de pendiente{
M1, . . . , Mm

}
de la siguiente manera: dado un λi, el correspondiente M i es el

valor absoluto de la pendiente de la recta que une los puntos (0, 1) y (xλi , 0).

En esta memoria se ha fijado el valor K = 1/255, que corresponde a la norma-

lización de la mı́nima variación posible en la componente de intensidad, cuando H

y S están indefinidos. Este valor corresponde también a otros tipos de degradados,

en una, dos o las tres componentes. En el caso de una sola componente, corres-

ponde a una variación (no normalizada) de 1′22 grados en la componente de tono

y de 0.0068 unidades en el caso de la componente de saturación. Estos valores dan

lugar, visualmente, a los degradados de color de la figura 4.25. En la figura 4.24,

se puede observar que para λ = 0, la recta entre (0, 1) y (xλi , 0) coincide exacta-

mente con una lı́nea de pendiente K = 1/255, por tanto, M i = K = 1/255.

Para realizar este experimento se han escogido 3000 valores de λ equidistri-
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Figura 4.24: Evolución de las medidas de homogeneidad obtenidas con la t-norma

de Weber y diferentes valores de λ, a lo largo de un camino de variación constante

K = 1
255 .

buidos en el intervalo (−1, 1], que es el rango en que, como se indicó anterior-

mente, se va a considerar λ, y 100 con un muestreo menor en el rango (1, 10]. En

la figura 4.26 se observa marcados en rojo los puntos del conjunto Ψ obtenidos.

2) Ajuste de la función F a Ψ

Observando la lı́nea formada por los puntos en rojo de la figura 4.26 se observa

que la gráfica que forman tiene dos ası́ntotas, una horizontal para λ = −1, debida

a que este es el mı́nimo valor hacia el que puede tender λ, y otra vertical para M =
0, la mı́nima pendiente posible en valor absoluto, correspondiente a una región
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Figura 4.25: Ejemplos de degradados con una distancia constante de K = 1/255
entre pı́xeles consecutivos de una misma fila. A: Degradado de iluminación con

H y S indefinidos, y �I(cf,i, cf,i+1) = 1. B: Degradado de saturación con H =
180◦, I = 170 y �S(cf,i, cf,i+1) = 0.0068. C: Degradado de tono con S = 1,

I = 85 y �H(cf,i, cf,i+1) = 1.22.

totalmente homogénea. También se puede apreciar que el intervalo de valores en

el que realmente varı́a la pendiente es aproximadamente (0, 0.2].
Tras realizar un análisis funcional, se llega a la conclusión de que la función

F(M) se puede aproximar mediante una función racional aplicada sobre el valor

absoluto de la pendiente, y desplazada una unidad hacia abajo, debido a la ası́ntota

horizontal. Además, para adaptar la función a la ası́ntota vertical, hay que elevar

la pendiente a una potencia, como muestra la ecuación 4.9:

λ = F(M) =
1

s · |M|t − 1 (4.9)

donde s es un factor de escala y t es un parámetro de crecimiento.

Realizando sobre esta aproximación un proceso de estimación de parámetros

por mı́nimos cuadrados, se concluye que la mejor aproximación posible se obtiene

cuando s = 976 y t = 1.27, cuya gráfica se representa en color verde en la figura

4.26.
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Figura 4.26: Representación gráfica del conjunto, Ψ, de puntos (M i, λi), en color

rojo. En verde, función F(M i) aproximada.
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En esta figura se observa que los valores en la ası́ntota vertical no son bien

aproximados. Sin embargo, estos valores corresponden a las medidas de homoge-

neidad entre las dadas por la diferencia acotada y el producto algebraico, para las

cuales grandes variaciones en el valor de λ producı́an cambios mı́nimos en la evo-

lución de la medida de homogeneidad, lo que significa que los conjuntos difusos

que se obtienen con ellas son muy parecidos entre sı́.

Por otra parte, los valores que realmente son de interés a la hora de representar

la imprecisión en las regiones, los de λ ∈ (−1, 1], sı́ tienen buenas aproximacio-

nes, con un error cuadrático medio del orden de 10−3.

Ejemplos

A continuación se mostrará, dada una región representada por una semilla rs,

los resultados que se obtienen utilizando su Ms para seleccionar automáticamente

el valor λs cuya medida de homogeneidad permite representar la imprecisión en

ella.

En la tabla 4.2 se resumen numéricamente estos resultados, identificando en

la primera columna la imagen a la que corresponden los resultados. En la segunda

columna se indica el valor de Ms obtenido en la sección anterior para caracterizar

la magnitud de la variación de color en la región en torno a la semilla. La tercera

columna muestra el valor de λs que se obtiene aplicando la función 4.9 al valor

Ms.

Como se puede apreciar, para regiones homogéneas con contornos bien defini-

dos obtenemos un valor de Ms del orden de 10−2 y un valor de λs próximo a −1,

que corresponde a una medida de homogeneidad estricta. Conforme la variación

de color en el contorno se vuelve más suave, la magnitud de Ms disminuye y to-

ma valores del orden de 10−3, que dan lugar a valores de λs que tienden a 0. Este

valor de λs se alcanza e, incluso, se supera, cuando tenemos un suave degradado

de color alrededor de la semilla, ya que la magnitud de Ms para esta región es del
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Figura (Imagen) Ms λs

4.27 (A) 0.032262 −0.91973

4.27 (B) 0.027932 −0.90362

4.27 (C) 0.016810 −0.81631

4.28 (D) 0.007546 −0.49197

4.28 (E) 0.006536 −0.39031

4.28 (F) 0.000742 8.662445

Tabla 4.2: λ value obtained for each region.

orden de 10−4.

En las imágenes 1 de las figuras 4.27 y 4.28 se marca con una estrella azul

la región cuya imprecisión se quiere representar y en la imagen (B) se observa

el conjunto difuso que se obtiene con la medida de homogeneidad dada por la

t-norma de Weber, utilizando el valor de λ que se indica en la tercera columna de

la tabla 4.2 para cada ejemplo.

Tal y como muestran las imágenes (A a F)-2 de las figuras 4.27 y 4.28 los con-

juntos difusos se aproximan en gran medida a lo que, según vimos en el capı́tulo

anterior, cabı́a esperar de un modelo que representara la imprecisión, según el ti-

po de región que tuviéramos: brusco decrecimiento de los grados de pertenencia

para regiones con contornos precisos, y suave y progresivo decaimiento conforme

aumenta la imprecisión en los contornos de la región, con un soporte lo más ajus-

tado posible a la extensión de la región, pero sin que haya pérdida de información.

4.4. Aproximaciones Precisas de una Región Difusa

El modelo de región difusa que se obtiene con la metodologı́a propuesta aporta

una información más exacta sobre las caracterı́sticas de la región. Sin embargo,
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en algunos casos puede ser necesario reducir la cantidad de información ofrecida

por este modelo, tomando decisiones precisas sobre la pertenencia de un pı́xel a

una región.

En la literatura existen algunas propuestas fuera del ámbito de la Teorı́a de

Conjuntos Difusos, para pasar de una información “con grados” a una informa-

ción precisa. Para ello, se suele realizar una umbralización sobre la medida utiliza-

da en la segmentación [327], o bien cortes en un grafo [207], según la metodologı́a

utilizada. En el entorno de la Lógica Difusa, este proceso se suele conocer como

“defuzzification” y se pueden encontrar dos alternativas básicas para llevarlo a

cabo. Una de ellas, es asignar cada pı́xel a la región a la que pertenece en ma-

yor grado [253]. Otra opción es realizar λ-cortes sobre la relación de diferencia

(“dissimilarity”) [211] con la que se calculan los conjuntos difusos. En ambos

casos, las propuestas están pensadas para aplicarlas sobre los resultados de una

segmentación completa, lo que implica que no se puede obtener una aproxima-

ción precisa cuando únicamente se tiene una región. A pesar de ello, la segunda

de podrı́a modificar para aplicarla a una única región.

En esta sección se mostrará cómo obtener una aproximación precisa de la re-

gión difusa, mediante la utilización de α-cortes. Es bien sabido, como se puede

ver en el apéndice A y en [128, 161], que mediante la realización de α-cortes en

un conjunto difuso, se obtiene un conjunto preciso de elementos que pertenecen

al conjunto original con un grado superior o igual que el valor de α elegido. En

esta propuesta, consideramos que estos conjuntos pueden corresponder a aproxi-

maciones precisas de la región, por tanto:

Definición 4.5 Dada una región difusa R̃s, se define una aproximación precisa

de la misma como un α-corte, αiR̃s, tal que:

αiR̃s = {p ∈ I|µ
R̃s

(p) ≥ αi} (4.10)

donde αi ∈ [0, 1].
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La cuestión que se plantea es qué valores de α se debe elegir. Aunque se

formalizará más adelante, de un modo intuitivo se puede ver un α-corte relevante

como aquél en el que se produce un cambio significativo en la homogeneidad

con respecto al anterior, ya que son aquellos en los que se ha añadido a la región

puntos que no son del todo homogéneos con ella.

Entre los distintos α-cortes de un conjunto difuso son especialmente signifi-

cativos el núcleo, que contiene todos lo elementos que pertenecen con grado 1 al

conjunto, y el soporte, notado por Supp(R̃s), en el que están presentes todos los

elementos que pertenecen con grado mayor que 0 al conjunto. Desde el punto de

vista del modelado difuso de regiones, el que mayor interés tiene es el soporte

puesto que, si la medida de homogeneidad elegida para calcular la región difusa

es adecuada, contendrá todos los pı́xeles que están relacionados con la semilla de

la región.

Sin embargo, puede haber casos, en especial en regiones con contornos im-

precisos o gradientes de color o luz, en los que haya otras aproximaciones pre-

cisas que puedan ser de interés. En la imagen (A), de la figura 4.29, únicamente

cabrı́a esperar una aproximación precisa, que recogiera toda la región del pimien-

to, aunque en determinadas aplicaciones podrı́an interesar sólo aquella zona que

no está sombreada. En la imagen (B), sin embargo, se pueden considerar varias

aproximaciones precisas, una en la que únicamente se representara la sección del

cuadrado no solapada con el cı́rculo, y otra en la que se pudiera apreciar el cua-

drado completo. En el caso de la imagen (C), podrı́an ser relevantes los diferentes

niveles de intensidad del cometa, que corresponden a distintas zonas de su estela.

De modo similar, en espectrografı́as como la imagen (D), pueden ser interesan-

tes las aproximaciones correspondientes a diferentes niveles de expansión de la

estrella.

En el primer ejemplo, el de la imagen (A), el soporte proporcionarı́a la aproxi-

mación precisa relevante, pues toda la región es homogénea. En el segundo caso,
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habrı́a que tratar de buscar los α-cortes en los que se produce un cambio de ho-

mogeneidad, que son los que intuitivamente corresponderı́an a aproximaciones

precisas en las que se han añadido a la región puntos que no son del todo ho-

mogéneos con ella. De este modo, se podrı́a localizar una α-corte que representara

el cuadrado completo de la imagen (B). Sin embargo, en las imágenes (C y D), la

homogeneidad de los α-cortes va disminuyendo progresivamente, ya que hay un

cambio gradual en toda la región. En estos casos, no todos los α-cortes en los que

se produce un cambio en la homogeneidad son relevantes. Lo serán sólo aquellos

en los que la homogeneidad varı́e de forma diferente.

Asumiendo que el soporte de la región difusa siempre va a ser una aproxi-

mación precisa de interés, se mostrará, en el siguiente apartado, una técnica para

localizar otras aproximaciones precisas relevantes, en caso de que existan. Para

ello, se definirá una medida de homogeneidad que se podrá evaluar sobre los α-

cortes de la región difusa y se localizarán los valores de α que corresponden a un

cambio en la evolución de esta medida.

4.4.1. Homogeneidad de un α-corte

Para poder identificar los α-cortes que corresponden a aproximaciones preci-

sas y homogéneas de la región difusa, es necesario introducir una medida de la

homogeneidad de un α-corte, que se define del siguiente modo:

Definición 4.6 Dada una región difusa R̃s, se define la homogeneidad de un α-

corte de dicha región difusa, αiR̃s, como una función H : P̃ (I)× (0, 1] −→ [0, 1]
que verifica las siguientes propiedades:

Si αi = 1, entonces H(R̃s, αi) = 1.

Monotonı́a: αi > αj entonces H(R̃s, αi) > H(R̃s, αj)
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Con la primera propiedad, se indica que el núcleo o kernel del conjunto difuso

debe tener siempre máxima homogeneidad. La segunda propiedad indica que la

homogeneidad es una función decreciente respecto a los α-cortes, ya que cuanto

menor sea el valor de α, mayor variabilidad habrá entre los pı́xeles del α-corte y

menor será la homogeneidad del mismo.

Los grados de pertenencia de los pı́xeles de la imagen a la región difusa se

obtienen como el grado de homogeneidad del camino óptimo que los une a la

semilla de la región. Por tanto, dichos grados son, de forma natural, los valores

idóneos para calcular esta medida de homogeneidad de un α-corte.

Para de agregar la información sobre los grados de pertenencia de los pı́xeles

pertenecientes a un α-corte dado se propone calcular su magnitud media. Según

esto, dada una región difusa R̃s, el grado de homogeneidad de un α-corte, αiR̃s,

se calcula como la media de los grados de pertenencia de los pı́xeles en dicho

α-corte, tal y como indica la ecuación 4.11:

H(R̃s, αi) =

∑
p∈αi R̃s

µ
R̃s

(p)

|αiR̃s|
(4.11)

donde αi ∈ (0, 1]. Es trivial demostrar que esta medida verifica las propiedades

requeridas en la definición 4.6.

4.4.2. α-cortes Relevantes

Analizando la evolución de esta homogeneidad en los distintos α-cortes de la

región difusa, se puede determinar cuáles de ellos corresponden a cambios en la

evolución de la homogeneidad que, como se ha visto, son los que pueden propor-

cionar aproximaciones precisas relevantes. En adelante, denominaremos valores

de α relevantes a aquellos en los que se producen estos cambios en la evolución

de la homogeneidad, junto con otros de interés que se verán en la definición 4.7.
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Siguiendo con esta filosofı́a, se denominarán aproximaciones precisas relevantes

a los α-cortes, correspondientes a valores de α relevantes.

Para estudiar esta evolución se calculará el gradiente sobre los valores de ho-

mogeneidad obtenidos para los distintos α-cortes, entendiendo por el gradiente la

diferencia entre la magnitud de la homogeneidad de α-cortes consecutivos. Sobre

este gradiente se localizarán los extremos locales, que serán los correspondientes

a los valores de α relevantes.

Dado que el gradiente se calcula a partir de la homogeneidad de α-cortes con-

secutivos, y el conjunto de posibles valores de α es infinito, es necesario realizar

un muestreo homogéneo en el rango de α. De este modo, se obtendrá un conjunto

de valores A = {α1, α2, ..., αa}, donde α1 = 1, αa > 0, αi > αj ∀i > j, y a es

el número de valores de α obtenidos tras el muestreo. Teniendo esto en cuenta, se

definen como relevantes los siguientes valores de α:

Definición 4.7 Dada una región difusa R̃s, se define el conjunto de valores de

α relevantes, notado por AR
R̃s

como aquél formado por los valores αi ∈ A

que son un extremo local (máximo o mı́nimo) del gradiente de homogeneidad

cuya diferencia de magnitud respecto al extremo local precedente se encuentra

por encima de un umbral de relevancia, Tα
R̃s

. Además, también se consideran

valores de α relevantes al primer extremo local del gradiente de homogeneidad,

representante del núcleo, y al valor de α correspondiente al soporte.

El umbral Tα
R̃s

se calcula como un porcentaje dado de la magnitud del máxi-

mo (en valor absoluto) del gradiente. De esta forma, el umbral se adapta a las

caracterı́sticas de la región y a la imprecisión en ella.

A partir de esta definición, el conjunto de α-cortes relevantes (es decir, el

conjunto de aproximaciones precisas relevantes) se define del siguiente modo:

Definición 4.8 Dada una región difusa R̃s, definimos el conjunto de α-cortes re-

levantes de la misma, APR
R̃s

, como el conjunto de α-cortes tales que αi es
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relevante:

APR
R̃s

=
{

αiR̃s|αi ∈ AR
R̃s

}
. (4.12)

4.4.3. Ejemplos

En las figuras 4.30 a 4.33 se muestra, marcada con un cuadrado en la imagen

(A), la semilla de la región que se ha modelado mediante la región difusa de la

imagen (B). En la imagen (C) se puede observar la evolución de la homogeneidad

para los α-cortes sobre los que se ha realizado el muestreo, de 0.02 en el rango

[1, 0], ası́ como su gradiente, representado en la imagen (D). En estas dos últimas

imágenes se ha destacado con un cı́rculo magenta los puntos correspondientes a

los α-cortes relevantes. En la imagen (D), en verde, aparecen los extremos locales.

En la misma lı́nea vertical de cada extremo local se muestra, mediante una lı́nea

punteada, la diferencia de magnitud respecto al extremo precedente. Las imágenes

(E) muestran la aproximación precisa correspondiente a los α-cortes relevantes en

el mismo orden, de izquierda a derecha, en que aparecen en las gráficas (C y D).

Las imágenes (F) muestran sobre la imagen original el contorno de las aproxima-

ciones precisas obtenidas. En todos los casos el muestreo de valores de α se ha

realizado utilizando un decremento de −0.02 en el rango [1, 0) y se ha calculado

el gradiente con una máscara gaussiana de tamaño 3 y σ = 0.5. El porcentaje para

calcular Tα
R̃s

es el 40 %.

Como se puede ver en las figuras 4.30 y 4.31, cuando se trata de regiones

crisp, se encuentran pocos α-cortes relevantes, que corresponden a la zona más

homogénea de la región (el pimiento sin la sombra y el cuadrado amarillo puro),

y a la región completa (el soporte del conjunto difuso). En el caso de regiones

difusas como las de las figuras 4.32 y 4.33, el número de α-cortes relevantes en-

contrados es mayor, siendo el primero y el último los correspondientes a la zona

más homogénea de la región y al soporte de la región difusa, respectivamente. En-

tre ellos se encuentra varios α-cortes que corresponden a aproximaciones precisas
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de interés, como son los distintos colores que representan diferentes niveles de

crecimiento de la estrella, en la espectrografı́a de la figura 4.32, o los diferentes

niveles de intensidad del cometa, en la figura 4.33. En todos los casos se observa

que los α-cortes detectados como relevantes realmente corresponden a cambios

en la homogeneidad de la región original, y a aproximaciones precisas que un

usuario identificarı́a examinando visualmente la imagen.
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Figura 4.27: Conjuntos difusos obtenidos con las medidas de homogeneidad da-

das por la t-norma de Weber y el valor de λ indicado en la tabla 4.2.
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Figura 4.28: Conjuntos difusos obtenidos con las medidas de homogeneidad da-

das por la t-norma de Weber y el valor de λ indicado en la tabla 4.2.
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Figura 4.29: Ejemplos de imágenes en las que puede haber varias aproximaciones

precisas para una región difusa. A: Regiones con sombras. B: Solapamiento de re-

giones. C: Regiones con gradiente de luz en que la intensidad tiene un significado.

D: Regiones en las que se estudian distintos niveles de expansión.
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Figura 4.30: Selección automática de aproximaciones precisas para una región

con contorno bien definido. A: Imagen original una la semilla de la región mo-

delada. B: Región Difusa. C: Evolución de la homogeneidad en los distintos α-

cortes. D: Gradiente de la homogeneidad de los α-cortes. E, F: Aproximaciones

precisas correspondientes a los α-cortes relevantes detectados, de izquierda a de-

recha, en las imágenes C y D. E1-2: Aproximación precisas. F1-2: Aproximación

precisa superpuesta en la imagen original.
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Figura 4.31: Selección automática de aproximaciones precisas para una región

sintética con contorno bien definido. A: Imagen original una la semilla de la

región modelada. B: Región Difusa. C: Evolución de la homogeneidad en los

distintos α-cortes. D: Gradiente de la homogeneidad de los α-cortes. E, F: Apro-

ximaciones precisas correspondientes a los α-cortes relevantes detectados, de iz-

quierda a derecha, en las imágenes C y D. E1-2: Aproximación precisas. F1-2:

Aproximación precisa superpuesta en la imagen original.
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Figura 4.32: Selección automática de aproximaciones precisas para una región

intermedia. A: Imagen original una la semilla de la región modelada. B: Región

Difusa. C: Evolución de la homogeneidad en los distintos α-cortes. D: Gradiente

de la homogeneidad de los α-cortes. E, F: Aproximaciones precisas correspon-

dientes a los α-cortes relevantes detectados, de izquierda a derecha, en las imáge-

nes C y D. E1-5: Aproximación precisas. F1-5: Aproximación precisa superpuesta

en la imagen original.
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Figura 4.33: Selección automática de aproximaciones precisas para una región de

degradado. A: Imagen original una la semilla de la región modelada. B: Región

Difusa. C: Evolución de la homogeneidad en los distintos α-cortes. D: Gradiente

de la homogeneidad de los α-cortes. E, F: Aproximaciones precisas correspon-

dientes a los α-cortes relevantes detectados, de izquierda a derecha, en las imáge-

nes C y D. E1-4: Aproximación precisas. F1-4: Aproximación precisa superpuesta

en la imagen original.
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4.5. Resultados

En esta sección se mostrarán los resultados obtenidos con las técnicas propu-

estas en este capı́tulo, tanto para el modelado individual de cada región, siguiendo

la automatización propuesta para la selección de las medidas de homogeneidad,

como para la obtención automática de aproximaciones precisas.

4.5.1. Regiones Difusas

En primer lugar, se analizarán los resultados obtenidos aplicando el algoritmo

4 y la estimación automática de medidas de homogeneidad. A continuación, se

compararán estos resultados con los de otras técnicas de segmentación que pro-

porcionan como resultado regiones difusas.

Resultados del modelado difuso propuesto

Para ello, se han realizado pruebas sobres seis regiones (dos regiones de cada

uno de los tres tipos básicos), mostradas en las figuras 4.34 a 4.39. Las regiones en

las figuras 4.34 (A) y 4.35 (A) son ejemplos de regiones crisp, mientras que las de

las figuras 4.36 (A) y 4.37 (A) representan a las regiones intermedias y las figuras

4.38 (A) y 4.39 (A) contienen ejemplos de regiones de degradados. En todos los

casos, se ha marcado con una estrella la semilla de la región a modelar.

Sobre cada una de las regiones a modelar se ha aplicado la metodologı́a pro-

puesta, utilizando los mismos parámetros que en la sección 4.3.1, cuyos resultados

se muestran en las imágenes (B1) de las figuras 4.34 a 4.39. Comparando en cada

figura las imágenes (B1) y (A), se observa que los modelos difusos obtenidos se

ajustan al modelo que en la sección 4.2 se describió como esperado en cada caso.

Ası́, en las regiones precisas de las figuras 4.34 (A, B1) y 4.35 (A, B1) el conjunto

difuso muestra un alto grado de pertenencia y casi constante en el interior de la

región, y muestra un drástico decrecimiento en la frontera, ajustándose el soporte
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al contorno de la región. En la figura 4.37 (A, B1), se observa que el soporte del

conjunto difuso obtenido se extiende más de lo que intuitivamente cabrı́a esperar,

la razón es que el valor de λ aproximado es demasiado alto, con lo que la medida

de homogeneidad es demasiado suave para la región modelada. Aún ası́, también

en el caso de las regiones intermedias de las figuras 4.36 (A, B1) y 4.37 (A, B1),

el grado de pertenencia decrece de forma más suave, adaptándose la región difusa

a la imprecisión en los contornos en torno a la semilla. En las imágenes 4.38 (A,

B1) y 4.39 (A, B1), se observa que las regiones difusas obtenidas representan el

degradado luz y color que existe en torno a la semilla, con un lento y progresivo

decrecimiento de los grados de pertenencia, al distanciarse de la semilla.

Esto nos lleva a concluir que la selección automática de las medidas de ho-

mogeneidad proporciona una buena aproximación para obtener una medida con

la que modelar la región ya que, si bien podrı́a haber un modelo aún más exacto,

la región difusa obtenida en todos los casos se adapta a las caracterı́sticas de la

región y permite representar la imprecisión existente en ella.

Comparación con otras técnicas

En cuanto a la comparación con otras técnicas, tal y como se vio en los an-

tecedentes de esta memoria, tanto las técnicas de segmentación precisa como las

técnicas de segmentación difusa basadas en agrupamiento, aunque permiten ex-

traer las regiones de una imagen, no pueden representar y modelar las caracterı́sti-

cas de las regiones. En cambio, las técnicas de segmentación difusa basadas en

regiones sı́ permiten hacerlo. Para comparar nuestra propuesta con ellas se ha es-

cogido la propuesta por Foliguet et al. [253], y la de Herman et al. [117], ya que

ambas son representantes punteros y referenciados de técnicas de segmentación

difusa basada en regiones, y sus propuestas se enmarcan en el mismo ámbito que

la nuestra. Brevemente:



168 Modelado Difuso de Regiones

La técnica propuesta por Foliguet et al. [253], se basa en la definición de una

métrica que combina información de color con información topológica, y en

la utilización de esta métrica en un algoritmo de watershed. Para eliminar la

sobre-segmentación propia de este algoritmo, realizan un proceso de fusión

de regiones, obteniendo las regiones difusas finales.

La técnica de segmentación difusa de Herman et al. [117], se basa en el cre-

cimiento de regiones y en el cálculo de cadenas óptimas en la imagen cuya

fuerza se mide en base a la distancia euclı́dea y a propiedades estadı́sticas

de los eslabones en la región.

Los resultados de estas técnicas se pueden observar en las imágenes B2 y B3,

respectivamente, de las figuras 4.34 a 4.39.

Aunque ha habido algunos intentos por definir medidas que permitan compa-

rar los resultados de diferentes segmentaciones [187, 206], las propuestas reali-

zadas sólo sirven para segmentaciones precisas, no para segmentaciones difusas.

Un ejemplo de ello son las basadas en contar el número de regiones, el núme-

ro de pı́xeles asignados a cada región, el de pı́xeles mal clasificados o la posi-

ción de éstos [243, 355]. Otro tipo de propuestas se basan en esquemas dibuja-

dos por observadores humanos, que están sujetos a la subjetividad de cada usua-

rio [90,217,218,281,282], la cual es mucho mayor cuando hay imprecisión en los

contornos de las regiones. Es por ello que la comparación que se realizará en esta

sección será cualitativa, como es habitual en segmentación difusa [117, 207].

Observando las figuras 4.34 (B1 a B3) a 4.39 (B1 a B3), se puede apreciar

cómo, en todos los casos el modelo difuso obtenido con nuestra propuesta repre-

senta mejor la región modelada. Esto se debe a que al utilizar una misma métrica

en todos los casos, no siempre obtienen un buen modelo para la región ya que,

según las caracterı́sticas de la métrica elegida, se adaptarán mejor a las regiones

con contornos bien definidos o a las de degradados de color. De un modo más
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preciso, en general, se aprecia que la medida propuesta por Foliguet et al. es más

suave (decrece más lentamente y es menos sensible a cambios en las caracterı́sti-

cas de los pı́xeles) que la de Herman et al. Esto hace que la de Foliguet et al.

funcione mejor en regiones de degradados de color, en las figuras 4.38 (B2) y

4.39 (B2), que en regiones precisas, ya que en estas últimas la región difusa se

extiende fuera de las fronteras de la región, como sucede en las figuras 4.34 (B2)

a 4.37 (B2). En cambio, la propuesta de Herman et al. funciona mejor en las re-

giones precisas, como en las figuras 4.34 (B3) a 4.36 (B3), debido a que se ajusta

mejor a sus contornos, que a degradados de color en los que el soporte de la región

difusa no se extiende por todo el degradado, como se aprecia en las figuras 4.38

(B3) y 4.39 (B3). En cambio, nuestra propuesta, representa de forma más exacta

la imprecisión en los tres tipos de región, ya que en cada caso utiliza una medida

de homogeneidad diferente.

Otro efecto que se observa, en este caso en la propuesta de Herman et al., es

que los grados de pertenencia decrecen de forma “escalonada”, lo cual hace que

no represente bien la imprecisión, especialmente en las regiones intermedias y de

degradados. Por “escalonada” se entiende que se observan zonas donde el grado

de pertenencia es constante, a continuación decrece, y de forma considerable, y

nuevamente es constante en un área en torno a la anterior. Esto se puede observar

en las figuras 4.34 (B3) a 4.39 (B3), en las que el nivel de gris no decrece de forma

progresiva como en las figuras 4.34 (B1 y B2) a 4.39 (B1 y B2), sino que hay “pla-

nicies” de nivel de gris constante. Nuestra propuesta, al igual que la de Foliguet et

al., permiten modelar mejor la imprecisión, al mostrar un decrecimiento gradual

de los grados de pertenencia.

Sin embargo, la propuesta de Foliguet et al., presenta un inconveniente res-

pecto a la nuestra. En sus resultados se observa que hay núcleos no conexos que

tienen máxima pertenencia a la región, como sucede con los brillos en las figuras

4.34 (B2) y 4.35 (B2) o con el halo que rodea a las células en las figuras 4.36
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Figura 4.34: A: Región precisa. B: Regiones difusas obtenidas aplicando (B1) el

algoritmo propuesto en este capı́tulo (λ = −0.90, asignado automáticamente),

(B2) el algoritmo de Foliguet et al. [253] y (B3) la propuesta de Herman et al.

[117].

(B2) y 4.37 (B2). Esto se debe al proceso de fusión de regiones que realizan para

solucionar la sobre-segmentación inherente al algoritmo de watershed. En nues-

tra propuesta en cambio, el grado de pertenencia siempre decrece al atravesar una

frontera, como se puede apreciar en las figuras 4.34 (B1) a 4.37 (B1), con lo que

únicamente el entorno de la semilla tiene máxima pertenencia.
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Figura 4.35: A: Región precisa. B: Regiones difusas obtenidas aplicando (B1) el

algoritmo propuesto en este capı́tulo (λ = −0.92, asignado automáticamente),

(B2) el algoritmo de Foliguet et al. [253] y (B3) la propuesta de Herman et al.

[117].
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Figura 4.36: A: Región intermedia. B: Regiones difusas obtenidas aplicando (B1)

el algoritmo propuesto en este capı́tulo (λ = −0.81, asignado automáticamente),

(B2) el algoritmo de Foliguet et al. [253] y (B3) la propuesta de Herman et al.

[117].
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Figura 4.37: A: Región intermedia. B: Regiones difusas obtenidas aplicando (B1)

el algoritmo propuesto en este capı́tulo (λ = −0.32, asignado automáticamente),

(B2) el algoritmo de Foliguet et al. [253] y (B3) la propuesta de Herman et al.

[117].
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Figura 4.38: A: Región de degradado. B: Regiones difusas obtenidas aplicando

(B1) el algoritmo propuesto en este capı́tulo (λ = −0.39, asignado automática-

mente), (B2) el algoritmo de Foliguet et al. [253] y (B3) la propuesta de Herman

et al. [117].
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Figura 4.39: A: Región de degradado. B: Regiones difusas obtenidas aplicando

(B1) el algoritmo propuesto en este capı́tulo (λ = −0.34, asignado automática-

mente), (B2) el algoritmo de Foliguet et al. [253] y (B3) la propuesta de Herman

et al. [117].
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4.5.2. Aproximaciones Precisas

Comparar las aproximaciones precisas de una región con otros resultados es

difı́cil: en nuestro caso el resultado obtenido sólo depende de la medida con que

se haya modelado la región, mientras que en el caso de otras técnicas, al realizar

una segmentación completa de la imagen, el resultado estará condicionado por las

regiones adyacentes (por la ubicación de otras semillas). Aún ası́, se ha tratado

de buscar técnicas con las que una comparación pueda ser representativa: por una

parte, interesa comparar nuestros resultados con los de otra técnica de defuzzyfica-

tion; por otra también con los resultados de las técnicas de segmentación precisa

basadas en regiones, como son el algoritmo watershed, la técnica de fusión de

regiones y el crecimiento de regiones, o las combinaciones de éstas. En las figuras

4.40 a 4.45 se muestran los resultados obtenidos con las siguientes propuestas:

En las figuras 4.40 (B,C)-1 a 4.45 (B,C)-1 se muestra uno de los α-cortes

relevantes obtenidos según la propuesta de la sección 4.4, aplicándola sobre

los conjuntos difusos mostrados en las figuras 4.34 (B1) a 4.39 (B1).

En las figuras 4.40 (B,C)-2 a 4.45 (B,C)-2 se ha optado por aplicar la pro-

puesta de defuzzyfication de Foliguet et al. [253], que asigna cada pı́xel a la

región a la que pertenece en mayor grado, tras segmentar todas las regiones.

Los conjuntos difusos sobre los que se ha aplicado son los que se obtienen

con su propuesta que, como se indicó anteriormente está basada en la utili-

zación de una métrica topológica en el algoritmo watershed. En el caso de

la región modelada, el conjunto difuso resultante es el que se muestra en las

figuras 4.34 (B2) a 4.39 (B2).

En las figuras 4.40 (B,C)-3 a 4.45 (B,C)-3 se ha aplicado el algoritmo de

segmentación propuesto por Makrogiannis et al. [207,209]. Dicha propues-

ta combina dos técnicas basadas en regiones. Consiste en aplicar un algorit-
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mo de watershed sobre la imagen para, a continuación, realizar una fusión

de regiones mediante un árbol de expansión minimal (SST), en el que se

utiliza una medida de similitud difusa entre regiones para guiar el proceso

de fusión.

En el caso de las figuras 4.40 (B,C)-4 a 4.45 (B,C)-4 se ha aplicado una

técnica clásica de crecimiento de regiones [106, 139, 184, 276], basada en

caminos y en la agregación de las distancias de color en el espacio HSI

para determinar qué pı́xel es el siguiente que se agrega a una región [59].

En las tres últimas propuestas se ha extraı́do de la segmentación final la región

modelada, con el fin de compararla con nuestra aproximación precisa. Las figuras

4.40 (B1 a B4) a 4.45 (B1 a B4) muestran el contorno de las aproximaciones

precisas o las regiones obtenidas superpuesto sobre la imagen original, mientras

que las imágenes (C1 a C4) de dichas figuras muestran los α-cortes o regiones

obtenidos.

Se observa que los resultados obtenidos con otras técnicas no se ajustan tanto a

la región modelada como los obtenidos con nuestra propuesta, debido a que tanto

la asignación a la región a la que un pı́xel pertenece en mayor grado, de Foliguet

et al. como el crecimiento de la región, de Makrogiannis et al. y de la técnica

clásica de crecimiento de regiones, están condicionados por la ubicación de las

semillas de otras regiones. Esto se aprecia, por ejemplo, en las figuras 4.42 (B2

a B4) y 4.43 (B2 a B4), en las que la región no se extiende como cabrı́a esperar

debido a la ausencia de una semilla en otras zonas próximas y a la presencia de

otras semillas en la región a modelar o próximas a ella, en la figura 4.42 (B3).

Lo mismo sucede en las figuras 4.44 (B2 a B4) y 4.45 (B3 y B4), en las que se

acusa la falta de otra semilla cerca que limite el crecimiento de la región. Similar

a esto es lo que se aprecia en las figuras 4.40 (B2 y B3) y 4.41 (B2 y B3), donde

los brillos o parte de ellos se asignan a la región, aunque no sean homogéneos
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respecto a ella, debido a que no hay semilla en ellos.

Otro efecto que se observa es la asignación de pı́xeles que se encuentran al otro

lado de la frontera de la región. Este es el caso de las dos células en la figura 4.43

(B2 y B3) y de los pimientos en las figuras 4.40 (B4) y 4.41 (B4). Esta asignación

hace que el resultado no se ajuste a los contornos de la región. En el caso de la

técnicas de Foliguet et al, se debe a que hay pı́xeles que aún teniendo un grado de

pertenencia muy pequeño a la región, se asignan a ella por ser menor el grado de

pertenencia a las demás, como sucede en las figuras 4.40 (B2) a 4.43 (B2). En el

caso de la propuesta de Makrogiannis et al. y del crecimiento de regiones clásico,

la causa es que el crecimiento no se detiene hasta que no se alcanza otra región,

independientemente de si se ha superado o no la frontera de la región modelada,

como se observa en las figuras 4.40 (B3 y B4) a 4.43 (B3 y B4).

4.6. Conclusiones

En este capı́tulo se ha definido el grado de pertenencia de un pı́xel a una región

difusa a partir del grado de conectividad entre ese pı́xel y la semilla de la región.

Para el cálculo de los caminos óptimos a partir de los que se obtiene la región

difusa, se ha presentado un algoritmo basado en el crecimiento de regiones.

Además, se ha propuesto un cambio de enfoque en el problema de la segmen-

tación, basado en obtener un modelo difuso adaptado a las caracterı́sticas de la

región, que represente la imprecisión en ella de la forma más exacta posible. Para

lograrlo se han utilizado las medidas de homogeneidad obtenidas en el capı́tulo

anterior. Mediante un estudio de las diferentes regiones que se pueden encontrar

en imágenes reales, y de las regiones difusas que se pueden obtener para cada

una según la medida de homogeneidad escogida, se ha determinado qué tipo de

medidas de homogeneidad es más adecuado para cada tipo de región. Ası́ se ha

concluido que, para regiones con contornos bien definidos, las medidas de homo-
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Figura 4.40: A: Región precisa. B y C: Aproximaciones precisas obtenidas con

(1) la técnica propuesta en este capı́tulo, a partir de la región difusa en la figura

4.34 (B1), (2) la técnica de Foliguet et al. [253] a partir de la región difusa en

la figura 4.35 (B2), (3) el resultado de la segmentación de Makrogiannis et al.

[206,207,209,210,213] y (4) el resultado de la segmentación por crecimiento de

regiones preciso [59].
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Figura 4.41: A: Región precisa. B y C: Aproximaciones precisas obtenidas con

(1) la técnica propuesta en este capı́tulo, a partir de la región difusa en la figura

4.35 (B1), (2) la técnica de Foliguet et al. [253] a partir de la región difusa en

la figura 4.35 (B2), (3) el resultado de la segmentación de Makrogiannis et al.

[206,207,209,210,213] y (4) el resultado de la segmentación por crecimiento de

regiones preciso [59].
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Figura 4.42: A: Región intermedia. B y C: Aproximaciones precisas obtenidas

con (1) la técnica propuesta en este capı́tulo, a partir de la región difusa en la

figura 4.36 (B1), (2) la técnica de Foliguet et al. [253] a partir de la región difusa

en la figura 4.35 (B2), (3) el resultado de la segmentación de Makrogiannis et

al. [206,207,209,210,213] y (4) el resultado de la segmentación por crecimiento

de regiones preciso [59].
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Figura 4.43: A: Región intermedia. B y C: Aproximaciones precisas obtenidas

con (1) la técnica propuesta en este capı́tulo, a partir de la región difusa en la

figura 4.37 (B1), (2) la técnica de Foliguet et al. [253] a partir de la región difusa

en la figura 4.35 (B2), (3) el resultado de la segmentación de Makrogiannis et

al. [206,207,209,210,213] y (4) el resultado de la segmentación por crecimiento

de regiones preciso [59].
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Figura 4.44: A: Región de degradado. B y C: Aproximaciones precisas obtenidas

con (1) la técnica propuesta en este capı́tulo, a partir de la región difusa en la

figura 4.38 (B1), (2) la técnica de Foliguet et al. [253] a partir de la región difusa

en la figura 4.35 (B2), (3) el resultado de la segmentación de Makrogiannis et

al. [206,207,209,210,213] y (4) el resultado de la segmentación por crecimiento

de regiones preciso [59].
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Figura 4.45: A: Región de degradado. B y C: Aproximaciones precisas obtenidas

con (1) la técnica propuesta en este capı́tulo, a partir de la región difusa en la

figura 4.39 (B1), (2) la técnica de Foliguet et al. [253] a partir de la región difusa

en la figura 4.35 (B2), (3) el resultado de la segmentación de Makrogiannis et

al. [206,207,209,210,213] y (4) el resultado de la segmentación por crecimiento

de regiones preciso [59].
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geneidad similares a la t-norma de Weber con λ → −1 son las más adecuadas,

mientras que para regiones de degradados, las medidas obtenidas con funciones

de agregación como la diferencia acotada permiten obtener modelos difusos más

exactos. Las medidas de homogeneidad calculadas con funciones de agregación

entre ambas, son adecuadas para las regiones intermedias.

Partiendo de las conclusiones de este estudio, se ha establecido una relación

funcional entre el parámetro de la t-norma de Weber y un valor que representa

la variación de color en las fronteras en torno a la semilla de la región a mode-

lar. Esta relación funcional permite estimar de forma automática una medida de

homogeneidad adecuada para modelar la región.

Finalmente, se ha propuesto una técnica para obtener aproximaciones precisas

de una región difusa, basada en buscar los α-cortes de dicho conjunto en los que

se producen cambios en la homogeneidad.
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Capı́tulo 5

Segmentación Difusa

Como se vio anteriormente, la segmentación de imágenes consiste en dividir

una imagen en subconjuntos de pı́xeles semejantes y conectados [42, 44]. Des-

de un punto de vista práctico, la segmentación de una imagen es una forma de

representar la información presente en ella, en un formato diferente con mayor

nivel de abstracción que la mera información dada por los pı́xeles. Esta represen-

tación es utilizada como punto de partida en numerosas aplicaciones de diferentes

ámbitos, desde la detección de determinados tipos de células o formaciones en la

anatomı́a humana, en el caso de las imágenes médicas como PET, mamografı́as,

MRI o MRA [33,73,111,115,137,160,171,186,214,219,279,334,336,347] has-

ta la localización de calles, manchas en el océano o diferentes tipos de zonas en

imágenes aéreas, de satélite o SAR [9,70,70,140,192,222,292,332,339], pasando

por la segmentación de vı́deo [31, 181], las aplicaciones orientadas a la detección

de caras [35, 100, 151, 180], la compresión de imágenes [263] o el análisis de la
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calidad de los tejidos [194, 343]. Para estas aplicaciones es importante que la re-

presentación final de la imagen en forma de segmentación sea lo mejor posible, y

modele de forma adecuada y fiel la información sobre las regiones de la imagen.

Como se vio en los antecedentes de esta memoria y en el capı́tulo 4, existen

diferentes efectos derivados de la iluminación, las transparencias o los gradientes

de color que las técnicas de segmentación precisas no son capaces de represen-

tar. Es por ello que surge la segmentación difusa de imágenes, entendiendo por

tal la obtención de un conjunto de regiones difusas, donde cada región difusa es

un subconjunto difuso de pı́xeles semejantes y conectados, tal que cada pı́xel de

la imagen tiene un determinado grado de pertenencia a dicho subconjunto [253].

Existen numerosas técnicas de segmentación que se enmarcan dentro de esta de-

finición, sin embargo no todas ellas consideran dos aspectos clave en relación con

el problema de la segmentación:

Por una parte, como se acaba de ver, es importante que la segmentación

de la imagen constituya un representación lo más aproximada posible y

que refleje las peculiaridades de cada región que hay en ella, adaptándo-

se individualmente a sus caracterı́sticas e imprecisión. De esta forma las

aplicaciones posteriores podrán contar con una información más acertada.

Por otra parte, una misma imagen puede ser analizada con diferentes nive-

les de detalle. Habitualmente al mirar por primera vez una escena, se realiza

una observación rápida que permite extraer la información más relevante,

carente de detalles, sobre su contenido. En segmentación, esto correspon-

derı́a a obtener pocas regiones de gran tamaño. Si a continuación se realiza

una inspección visual más detenida, se aprecian los detalles de la escena.

En este caso la segmentación debe proporcionar un mayor número de re-

giones de menor tamaño. Según el propósito de las aplicaciones que vayan

a hacer uso de la segmentación, es posible que sea necesario obtener ésta en
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una determinada escala o nivel de detalle, o incluso en varios de ellos. Esto

pone de manifiesto la necesidad de contemplar la naturaleza multiescala de

las imágenes a la hora de abordar el problema de la segmentación, mediante

técnicas jerárquicas.

Respecto a la primera cuestión, existen numerosas técnicas de segmentación

que, aún proporcionando una segmentación difusa, no se adaptan a las peculiari-

dades de cada región, por lo que los resultados que proporcionan no representan

la información de la imagen de una forma todo lo exacta que cabrı́a esperar. Este

problema se puede resolver con técnicas como la propuesta en el capı́tulo 4. Si-

guiendo esta propuesta se puede afrontar la segmentación de imágenes aplicando

sobre cada región de la misma un modelado individual que permita adaptarse a la

imprecisión propia de cada una.

Esta técnica, al igual que todas las basadas en regiones, require la selección

de un conjunto inicial de semillas, lo cual no es una cuestión trivial [35, 109, 117,

130,136,284,314], que será necesario resolver de cara a obtener una segmentación

difusa de la imagen. En la mayorı́a de los casos se parte de un número excesivo de

semillas, muchas de las cuales están situadas en distintas posiciones de una misma

región, lo que muestra la necesidad de realizar una selección de las mismas. Para

ello se pueden aprovechar las técnicas aplicadas para ajustarse a la imprecisión

de las regiones. Además, con la propuesta que se realizará para contemplar la

naturaleza multiescala de las imágenes, se pueden aliviar los problemas derivados

de una posible sobre-siembra.

En lo que se refiere a este segundo aspecto a considerar, según cuál sea la

información de interés, las técnicas de segmentación deberán centrarse en repre-

sentar regiones con diferente granularidad. Para referirse a los distintos niveles

de detalle con que se puede analizar una imagen existen varios términos que re-

presentan una misma idea aunque con diferentes matices: cuando se analiza una

imagen con poco detalle, se está trabajando a una escala grande o un grado de
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precisión o nivel de granularidad bajo, en el que una segmentación posee pocas

regiones de gran tamaño. Si por el contrario se pretende tener un nivel alto de

detalle, se ha de trabajar a pequeña escala o con un grado de precisión o nivel

de granularidad alto, que en segmentación se traduce en tener un gran número de

pequeñas regiones.

Aunque es patente la necesidad de tener en cuenta la naturaleza multiesca-

la de las imágenes, no siempre se tiene en cuenta al abordar la segmentación,

ya que en la mayorı́a de los casos se obvia este hecho o se asume que inte-

resa un determinado nivel de detalle, habitualmente el de mayor o menor pre-

cisión [16, 49, 55, 86, 125, 203, 247, 284, 287, 315, 328]. No obstante, son nu-

merosas las propuestas que lo tienen en cuenta, aplicando algoritmos jerárqui-

cos [28, 29, 78, 133, 143, 160, 205, 229, 322], cuyo ejemplo más básico es el de

fusión de regiones [79, 107, 121, 212, 330], para obtener una segmentación con

mayor granularidad en regiones que requieran más precisión. Sin embargo, la ma-

yorı́a de estas propuestas utilizan información de varias escalas para obtener cada

región de la imagen, proporcionando al final una única segmentación de la misma.

También existen técnicas que realizan un análisis multiescala [26,40,142,211,213,

260,278,339], en el que se parte de una segmentación base con máximo (mı́nimo)

nivel de detalle, y en cada escala se obtiene una segmentación diferente mediante

la fusión (división) de regiones del nivel anterior o la aplicación de una métrica

diferente. No obstante, la mayorı́a de estas propuestas - que suelen estar pensadas

para un determinado tipo de aplicación, como la recuperación de imágenes o el

estudio de imágenes astronómicas, de sonar o SAR - proporcionan como salida

una jerarquı́a de segmentaciones precisas, por lo que sufren las mismas limita-

ciones que éstas en cuanto a su capacidad para representar diferentes fenómenos

(iluminación, degradados,...) que se dan en imágenes reales.

En este capı́tulo se extenderá esta filosofı́a al ámbito difuso, de forma que da-

da una segmentación difusa que se ajuste a la definición 2.4, independientemente
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del algoritmo con el que se haya calculado, se puedan obtener a partir de ella di-

ferentes segmentaciones difusas correspondientes a distintos niveles de detalle de

la imagen. Para ello, se definirá una jerarquı́a anidada de segmentaciones difusas,

que formalice esta filosofı́a y que permita obtener una segmentación difusa en

cada nivel.

La estructura de este capı́tulo es la siguiente: en la sección 5.1 se muestra una

forma de obtener la segmentación difusa, que se adapta a las caracterı́sticas de

cada región de la imagen. En esta propuesta se abordará también el problema de

la siembra inherente a las técnicas basadas en regiones. La segmentación obtenida

en la primera sección podrá ser utilizada como nivel base de la jerarquı́a que se

formalizará en la sección 5.2. En dicha sección se define una jerarquı́a anidada de

segmentaciones difusas, cada una con un nivel de detalle diferente, y se propone

un algoritmo para calcularla. Finalmente, en las secciones 5.3 y 5.4 se mostrarán

los resultados obtenidos con estas propuestas y las conclusiones que se pueden

extraer a partir de ellos, respectivamente.

5.1. Metodologı́a para Obtener una Segmentación Difusa

Entre las técnicas de segmentación que aplican la Lógica Difusa, son las ba-

sadas en regiones las que proporcionan como resultado una segmentación difusa

de acuerdo a la definición 2.4, ya que las basadas en agrupamiento difuso obtie-

nen conjuntos difusos de colores, y las basadas en fronteras obtienen el grado en

que un pı́xel puede estar en una frontera [22, 102]. Sin embargo, como se vio an-

teriormente, las regiones difusas obtenidas con las técnicas basadas en regiones

propuestas hasta ahora no siempre proporcionan resultados todo lo exactos que

cabrı́a esperar, debido a que fijan una misma métrica para toda la imagen, inde-

pendientemente de las caracterı́sticas de las regiones a representar. Esto perjudica

al resultado final y la representación de la imagen a través de las regiones en ella.
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En esta sección se realizará una propuesta para obtener una segmentación de

la imagen que represente las caracterı́sticas de sus regiones lo mejor posible. Para

ello, en el apartado 5.1.1 se planteará la segmentación como un proceso de mo-

delado individual de las regiones representadas por un conjunto de semillas, cuya

selección se abordará en el apartado 5.1.2.

5.1.1. Segmentación Inicial

Nuestra propuesta, al ser una técnica basada en regiones, parte de una conjunto

de semillas iniciales S = {r1, r2, . . . , rm}, representativas de las regiones difusas

que se quiere obtener. La idea básica consiste en aplicar el algoritmo 4 sobre cada

una de las semillas del conjunto S.

Dada una semilla ri ∈ S, se aplica dicho algoritmo para calcular un camino

óptimo desde cada pı́xel, p, de la imagen hasta la semilla, y se utiliza la ecuación

4.1 para calcular su grado de pertenencia a la región difusa R̃ri . Repitiendo este

proceso para cada una de las semillas en S, se obtendrá el grado de pertenencia

de cada pı́xel de la imagen a cada región difusa; es decir, se obtendrá el conjunto

de regiones difusas Θ̃ =
{

R̃1, R̃2, . . . , R̃m

}
que constituyen la segmentación

difusa de la imagen. Esta idea es la que se plasma en el algoritmo 5.1.1. En él,

la función RegiónDifusa implementa el algoritmo 4 propuesto en el capı́tulo 4

para calcular una región difusa siguiendo una metodologı́a basada en caminos.

En las figuras 5.1 y 5.2 se ha aplicado el algoritmo 5.1.1 para obtener las re-

giones difusas correspondientes a unas semillas ubicadas a mano, utilizando la

automatización de la sección 4.3 para seleccionar una medida de homogeneidad

adecuada para cada región. En la imagen (A) de dichas figuras se muestra la ima-

gen original con las semillas destacadas mediante un cuadrado. Las imágenes 5.1

(B1 y B2) y 5.2 (B1 a B3) muestran el conjunto difuso obtenido para cada se-

milla, mientras que las imágenes 5.1 (C) y 5.2 (C) muestran una composición de

las regiones difusas. Esta composición se ha obtenido superponiendo mediante
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Algoritmo 5.1.1: Algoritmo de Segmentación Difusa

Entrada:

1. Imagen I de tamaño N × M = n.

2. Conjunto Inicial de Semillas S.

Notación:

Θ̃ : Conjunto de regiones difusas.

Inicialización

Θ̃ = Ø

Para cada semilla, ri ∈ S, i ∈ {1, ..., m}
R̃i = RegiónDifusa (ri, I)
Θ̃ = Θ̃

⋃{
R̃i

}
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transparencias las regiones difusas. A cada una de ellas se le ha asignado un color

diferente y cada pı́xel se ha pintado del color que se obtiene al utilizar su grado de

pertenencia a cada región como el grado de transparencia de cada capa.

El cálculo de la segmentación difusa completa según el algoritmo 5.1.1, debe

repetir el proceso indicado en el algoritmo 4 tantas veces como semillas haya.

Puesto que el orden de eficiencia de éste era O(n log n), el coste computacional

de la segmentación completa será de orden O(m ·n log n), donde m es el número

de semillas y n el número de pı́xeles de la imagen.

Los resultados del algoritmo 5.1.1, como se indicó en la sección 4.1 dependen

de dos factores: por una parte, de la medida utilizada para calcular la función de

pertenencia a cada región, que influye en la forma en que la región difusa obtenida

representa la imprecisión y se adecúa a la región; por otra parte, también depen-

de de la ubicación de las semillas, que determina qué regiones se van a extraer.

Mediante la automatización propuesta en la sección 4.3, es posible adaptarse a la

imprecisión propia de cada región, abordando ası́ el primero de los factores. En

cuanto al segundo, una adecuada ubicación de las semillas es crucial para obte-

ner buenos resultados en la segmentación, por lo que en el siguiente apartado se

abordará el problema de la siembra.

5.1.2. Selección de Pı́xeles Semilla

La bondad de la representación final de la imagen a través de sus regiones, de-

penderá en gran medida de que las semillas escogidas sean buenas representantes

de las regiones en la imagen. Sin embargo, determinar cuál será el conjunto de se-

millas a partir de las que se obtendrán las regiones de la imagen no es una cuestión

trivial [284]. En un caso ideal, habrá una única semilla en cada una de las regiones

que visualmente se distinguen, y estará centrada en la misma. Sin embargo no es

fácil conseguir una siembra inicial ası́ ya que, independientemente de si se selec-

cionan para una técnica precisa o difusa, se pueden dar distintos problemas, que
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Figura 5.1: Resultados del algoritmo 5.1.1 de segmentación difusa. A: Imagen

original con cuadrados marcando las semillas. B1-2: Regiones difusas obtenidas

para cada semilla. C: Composición de las regiones difusas en una sola imagen.
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Figura 5.2: Resultados del algoritmo 5.1.1 de segmentación difusa. A: Imagen

original con cuadrados marcando las semillas. B1-3: Regiones difusas obtenidas

para cada semilla. C: Composición de las regiones difusas en una sola imagen.
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se ilustran en la figura 5.3:

Puede ser que haya alguna región dentro de la cual no se haya situado nin-

guna semilla, como en la figura 5.3 (A1, A2). En una segmentación precisa,

esa región quedará incluida dentro de alguna vecina. En la segmentación

difusa, lo que ocurrirá es que no tendrá un soporte propio, sino que es-

tará incluı́da en el soporte de otra u otras regiones difusas.

Si dentro de lo que se percibe como una misma región se colocan varias

semillas, como es el caso de la figura 5.3 (B1, B2), en el resultado de una

segmentación precisa esa región quedará fragmentada en tantas regiones

como semillas haya en ella, mientras que en una segmentación difusa se

obtendrı́an tantos conjuntos difusos para esa región como semillas haya,

con la consiguiente replicación de información.

Otro problema, en la figura 5.3 (C1, C2), se da cuando hay una semilla

en una región pero está situada muy cerca del contorno de la misma. Esto

podrı́a dar lugar a que puntos cercanos a la semilla pero poco homogéneos,

incluso más allá del contorno de la región, pertenezcan a la misma con

mayor grado que otros más homogéneos pero lejanos respecto a la semilla.

Una selección de semillas realizada a mano podrı́a proporcionar una siembra

ideal, que asegure la presencia de una única semilla en el centro de cada región de

interés [276]. Habitualmente, se suele tomar como referencia la siembra realizada

por usuarios expertos, según el ámbito de las imágenes [195], aunque una siembra

ası́ es incómoda y tediosa de realizar. Es por ello que resulta necesario buscar

técnicas que de forma automática realicen una siembra lo más parecida posible a

la ideal, a la realizada por un usuario experto.

A pesar de que el problema de la siembra automática inicial es bien conocido,

en la literatura son pocas las propuestas especı́ficas para realizarla, puesto que la
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Figura 5.3: Ejemplos de semillas mal situadas. A1, B1, C1: Imagen original con

las semillas. A2, B2, C2: Resultado de una segmentación. A: Falta una semilla en

una región. B: Hay varias semillas en la misma región. C: La semilla está mal

situada.

mayorı́a de los algoritmos de segmentación basados en regiones suponen la exis-

tencia de un conjunto inicial de semillas, sin especificar cómo se han obtenido

éstas [4, 87, 353]. Hay casos en los que se opta por fijar un tamaño de venta-

na, por ejemplo 3 × 3 y situar una semilla en el centro de cada ventana [177],

aunque esta alternativa no se acerca al caso ideal, pues no se tiene en cuenta

ninguna información sobre las regiones de interés. También existen propuestas

que se sitúan justo en el extremo contrario, como las del entorno de la imagen

médica [109, 314, 323, 326], o de detección de caras [35, 151] que se basan en el

conocimiento previo de las regiones que se pretende obtener y sus caracterı́sticas.

El inconveniente de estas técnicas es que no se pueden generalizar para cualquier

tipo de regiones.

Las escasas propuestas que abordan de forma directa el problema de obtener

una siembra inicial independientemente del tipo de imagen, lo hacen basándose en

una pre-segmentación. Una propuesta de este tipo es la de Ikonomakis et al. [130],
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que consiste en realizar un estudio multiescala de la varianza en las componentes

cromáticas, definiendo umbrales de varianza en la componente de tono tales que

cuando se alcancen en una escala, se sitúa una semilla en la zona correspondiente.

El inconveniente de esta opción es que el estudio de las escalas se hace mediante

quadtree, con lo que una siembra de este tipo responde a regiones formadas por

bloques cuadrados. Otra opción, propuesta por Shih et al. [284], es definir una

serie de criterios que deba cumplir una semilla y suponer que cada punto de la

imagen es una semilla para, a continuación, realizar un proceso de crecimiento de

regiones en el que se unan aquellos puntos que cumplen dichos criterios. De este

forma, se obtendrá un conjunto de regiones-semillas, que serán la base del pos-

terior proceso de segmentación. Una alternativa diferente es realizar un estudio

de los contornos, de modo que mediante operaciones morfológicas sobre ellos se

encuentren regiones cerradas en cuyos centroides situar las semillas [86]. El prin-

cipal inconveniente de estas dos últimas propuestas es que requieren la ejecución

de un proceso de segmentación previo al de segmentación propiamente dicho, con

el consiguiente coste computacional.

En la mayorı́a de los casos, para evitar el coste que suponen estas propuestas,

se suele optar por ubicar las semillas en los mı́nimos locales del gradiente de inten-

sidad, que por su simplicidad es la opción más extendida [29,253,262], o de color,

como los propuestos por [102,197]. También es posible encontrar propuestas que

realizan una siembra en posiciones aleatorias de la imagen [136]. El inconvenien-

te de estas siembras es que dan lugar a un número excesivo de semillas, lo que se

suele conocer como sobre-siembra.

En este apartado se realizará una propuesta para, dado el conjunto de semillas

resultante de una sobre-siembra, seleccionar un subconjunto de ellas que sea sufi-

ciente para representar las regiones en la imagen. En el esquema 5.4, se numeran

los pasos que se seguirán en este estudio: 1) en primer lugar, se determinarán las

caracterı́sticas que deberı́a tener una semilla para estar en este conjunto y, en base
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a ellas, 2) se definirá un criterio de bondad que permita ordenarlas. Partiendo de

esta ordenación, 3) se propondrá un algoritmo que seleccione la de mayor bondad

entre aquellas que representan una misma región de la imagen. De esta forma,

se podrá obtener un conjunto que, idealmente, deberı́a tener una única semilla

centrada en cada región de la imagen.

Figura 5.4: Esquema resumiendo los pasos seguidos en este apartado.
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1) Caracterı́sticas de las Semillas

La idea básica que se persigue es establecer un criterio de bondad que permita,

dadas varias semillas para una misma región, establecer un orden de preferencia

entre ellas. Si se dijera a un usuario que eligiera entre dos semilla dadas para una

misma región, lo que intuitivamente harı́a es localizar los contornos de la misma

y ver cuál de ellas se encuentra más centrada respecto al contorno, asignándole

a ésta mayor bondad. El criterio que guı́a esta ordenación es lo centrada que se

encuentre una semilla respecto a la región de interés. En la figura 5.5 se muestra

un ejemplo de ello. En dicha figura se observan diversos casos de semillas que

se pueden encontrar en una siembra inicial. En cada región se encuentran varias

semillas, entre las cuales se ha marcado con un cı́rculo de color azul aquellas a las

que intuitivamente se les asignarı́a mayor bondad, mientras que con un cuadrado

naranja se representan las menos preferibles.

Figura 5.5: Ejemplos de semillas en una imagen. Cı́rculos azules: Semillas mejor

situadas para representar la región a su alrededor. Cuadrados naranja: Semillas

menos preferibles.

Tomando este criterio como base para definir la medida de bondad, surge el
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problema de localizar los contornos de la región, ya que en este punto del proce-

samiento aún no se han definido las regiones ni la posición de sus fronteras. Es

aquı́ donde la mayorı́a de las propuestas que se encuentran en la literatura se ven

obligadas a realizar una pre-segmentación de la imagen [86, 284].

Para evitarlo, proponemos realizar una aproximación a la región utilizando

para ello la estimación de la posición de las fronteras en torno a la semilla, que se

propuso en la sección 4.3.1 para determinar un valor representativo de la impreci-

sión en la región. La idea es, dada una semilla rs, utilizar el conjunto formado por

el primer punto de variación relevante en cada uno de los n caminos estudiados,

Vs = v̂s1, v̂s2, ..., v̂sn, para construir un polı́gono que sirva de aproximación a la

región. Evidentemente esta aproximación es muy poco exacta a la hora de des-

cribir la región. Sin embargo, resulta muy útil para determinar si una semilla se

encuentra o no centrada respecto a las fronteras que la rodean.

Este polı́gono, que se notará Polys, se forma uniendo en el sentido contrario

al de las agujas del reloj (de 0 a 360 grados) los puntos del conjunto Vs que rodean

a la semilla rs. En las figuras 5.6 (A-F) y 5.7 (A-F) se ha marcado con una lı́nea

blanca el polı́gono que se obtiene para cada una de las semillas de la figura 5.5,

destacadas con un cuadrado cyan.

Traduciendo a términos de este polı́gono el criterio intuitivamente seguido

con la región, la bondad de una semilla dependerá de lo centrada que se encuentre

respecto al polı́gono que la rodea. Ahora bien, se puede dar el caso de que una

semilla esté próxima a una frontera, con lo que deberı́a tener una bondad baja,

pero que se encuentre muy centrada respecto a su polı́gono. Este caso se da, por

ejemplo, en la figura 5.7 (E, F). En estos casos el polı́gono en torno a la semilla

suele tener una forma irregular, poco convexa y sólida. Teniendo esto en cuenta,

una semilla deberá tener mayor bondad cuanto:

más centrada se encuentre respecto a su polı́gono y
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Figura 5.6: Semillas mejor situadas, marcadas con un cuadrado cyan. Lı́nea blan-

ca: Polı́gono formado al unir los puntos de Vs en sentido contrario a las agujas

del reloj. Cuadrado amarillo: Posición de su centroide. Lı́nea azul: Polı́gono con-

vexo.
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Figura 5.7: Semillas peor situadas, marcadas con un cuadrado cyan. Lı́nea blan-

ca: Polı́gono formado al unir los puntos de Vs en sentido contrario a las agujas

del reloj. Cuadrado amarillo: Posición de su centroide. Lı́nea azul: Polı́gono con-

vexo.



5.1 Metodologı́a para Obtener una Segmentación Difusa 205

más convexo y sólido sea éste.

Partiendo de esta base será necesario encontrar medidas que permitan evaluar

estas caracterı́sticas para una semilla y su polı́gono, con el fin de utilizarlas en la

definición de la medida de bondad. En la literatura se pueden encontrar distintas

medidas que dan información sobre la forma de un polı́gono [59]. Un gran núme-

ro de ellas se basa en la comparación con el polı́gono convexo que lo envuelve:

el menor polı́gono que, siendo convexo, contiene todos los puntos de un conjunto

dado. En las figuras 5.6 (A a F) y 5.7 (A a F), se destaca con una lı́nea azul el

polı́gono convexo correspondiente a cada caso. Además, se ha marcado con un

cuadrado amarillo la posición del centroide del polı́gono Polys, también utilizada

en dichas medidas. Algunas de ellas, que pueden tener interés de cara a la selec-

ción de semillas, se resumen en la tabla 5.1, donde se indica cómo se calcula cada

una. Estas medidas, salvo las tres primeras, son adimensionales. Además, en la

tabla 5.2, se muestra la magnitud de cada una de las medidas consideradas para

cada semilla de las figuras 5.6 (A-F) y 5.7 (A-F). A continuación se comenta la

información que proporciona cada una, y su utilidad:

Centroide: en geometrı́a, “el centroide o baricentro de un objeto X pertene-

ciente a un espacio n-dimensional es la intersección de todos los hiperplanos

que dividen a X en dos partes de igual cantidad de movimiento con respecto

al hiperplano”. Desde un punto de vista práctico, se puede calcular como el

promedio de todos los puntos de X. De forma intuitiva, es el punto del que

habrı́a que colgar una forma para que se quedase equilibrada. Calculando la

distancia entre él y las coordenadas de la semilla, podemos saber si ésta se

encuentra centrada o no. En las imágenes de la figura 5.6, se observa que la

posición del centroide y la de la semilla están muy próximas, mientras que

en los ejemplos de la figura 5.7, correspondientes a semillas menos preferi-

bles, se encuentran separados. Por tanto, interesa que la distancia entre estos
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puntos, el centroide y la semilla, sea lo mı́nima posible. A la hora de definir

la medida de bondad, habrá que tratar de no favorecer a regiones grandes

frente a pequeñas, puesto que se podrı́a perder información sobre regiones

de interés en la imagen. Si se utiliza la distancia al centroide directamente,

se estarı́a favoreciendo las regiones pequeñas frente a las grandes, ya que no

es lo mismo una distancia de 5 pı́xeles cuando la una región tiene un tamaño

de 10 × 10 pı́xeles que cuando es de 100 × 100. Por tanto, será necesario

normalizar esta distancia, y para ello se puede utilizar el radio máximo, que

se define a continuación.

Radio Máximo: proporciona una aproximación al tamaño de la región. Es

la mayor de las distancias entre el centroide de la región y un punto del

contorno de la misma. Se ha propuesto utilizar este valor para normalizar la

distancia entre la semilla y el centroide, ya que es la mayor distancia teórica

que puede haber entre ambos puntos.

Área: indica el tamaño de una región en número de pı́xeles. Con esta medi-

da, se favorece las regiones grandes frente a las pequeñas, incluso aunque

sus semillas estén peor ubicadas, como sucede con en los ejemplos de las

imágenes 5.6 (B) y 5.7 (F), por lo que no es conveniente utilizarla en la

medida de bondad.

Excentricidad: da información sobre cómo de alargado es el polı́gono. Se

mide como la excentricidad de una elipse con los mismos momentos de se-

gundo orden que el polı́gono, calculada como la razón entre el eje mayor y

el menor de dicha elipse. Su valor varı́a entre 0 y 1, siendo 0 para una cir-

cunferencia. Si se utilizase esta medida, se favorecerı́a regiones con forma

determinada, alargadas si se maximiza o redonda si se minimiza, al igual

que sucede con otras medidas de forma como la redondez, la curvatura o la

razón de aspecto.
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Factor de forma: mide el grado en que está deformado el contorno de una

región. Su magnitud varı́a con las irregularidades que presenta una determi-

nada forma, pero no con su envergadura ni su redondez. En un principio,

se podrı́a pensar en utilizar esta medida para el cálculo de la bondad; sin

embargo, dado que se trabaja con polı́gonos, el número máximo de irregu-

laridades en su contorno está limitado por el número máximo de vértices,

que es igual para todas las semillas, por lo que en la práctica no permite

establecer una ordenación en términos de bondad.

Grado de Compactación: muestra en qué medida los puntos de una forma

se encuentran dispersos respecto a su centro: cuanto menor sea la disper-

sión, mayor será el grado de compactación de la forma. Es evidente, que las

formas para las cuales la distancia de todos los puntos a su centro es mı́nima

son las circulares, o similares como hexágonos, octógonos,... Por tanto, esta

medida va a tender a favorecer regiones con dichas formas.

Convexidad: permite saber si una forma tiene irregularidades en su contor-

no, midiendo el grado en que ésta se parece a su polı́gono convexo, mediante

la razón entre el perı́metro del polı́gono convexo y el de la forma. A priori,

se podrı́a pensar que cuanto mayor sea, mejor será la semilla; sin embargo,

como se observa en la tabla 5.2, hay ejemplos como el de la figura 5.7 (B,

C) que tienen un valor alto de convexidad, debido a que las irregularidades

en el contorno hacen que el perı́metro de Polys se aproxime o sea mayor

que el del polı́gono convexo.

Solidez: compara el área de un polı́gono con la de su polı́gono convexo.

Esta medida mejora, de cara a la selección de semillas, la información dada

por la convexidad. Mediante la razón entre el área del polı́gono y la del

polı́gono convexo se puede saber si el polı́gono tiene huecos en su interior o

irregularidades en su contorno; es decir, si se trata de una forma compacta.
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Su rango es [0, 1], siendo 1 el valor máximo. Como se aprecia en la tabla 5.2,

las semillas que interesa seleccionar tienen una solidez elevada. Algunas

ventajas de esta medida son que está normalizada y no influye en ella el

tamaño de la región ni favorece un tipo de forma frente a otras.

Puesto que la excentricidad, la redondez, la curvatura, la razón de aspecto y

la compactación favorecen regiones con un determinado tipo de forma, quedan

descartadas para utilizarlas en la medida de bondad. También hay que descartar el

área, ya que favorece a las regiones según su tamaño. El factor de forma tampoco

sirve de cara a la medida de bondad, ya que en polı́gonos con un determinado

número máximo de vértices la deformación de su contorno va a ser poco distintiva.

La solidez y la convexidad miden informaciones similares, aunque ya se ha visto

que hay casos en que la convexidad no se comporta como cabrı́a esperar. Quedan

por tanto la distancia normalizada al centroide y la solidez, que serán las medidas

seleccionadas para el cálculo de la bondad, ya que no favorecen ningún tipo de

región y que permiten distinguir semillas de acuerdo a los criterios de bondad

antes fijados.

Las imágenes (A a F) de las figuras 5.6 y 5.7, se han dispuesto de modo que

la ordenación de izquierda a derecha y de arriba hacia abajo de las mismas sea

una aproximación a lo que se obtendrı́a si, de forma intuitiva, se ordenaran las

semillas de mayor a menor bondad, atendiendo a los criterios antes mencionados:

lo centradas que se encuentran y lo sólido que es su polı́gono. De este modo, ob-

servando la tabla 5.2, es más sencillo determinar qué medidas permiten establecer

un orden de preferencia entre semillas.

En la tabla 5.2 se observa que las medidas elegidas toman valores acordes a la

ordenación seguida en las figuras 5.6 y 5.7. La distancia normalizada al centroi-

de, que notaremos DNC, es de orden de 10−2 para las semillas que se consideran

preferibles y de 10−1 para las otras, mientras que la solidez se encuentra por de-

bajo de 0.9 para las que intuitivamente deben tener menor bondad. El resto de las
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Medida Ecuación Rango Favorece
un tipo de
Región

Centroide Cent(Polys) =

⎛⎝ ∑
ri∈P olys

xi

AreaPolys
,

∑
ri∈P olys

yi

AreaPolys

⎞⎠ Coordenadas en I No

Radio Máximo RM(Polys) = máx
v̂i

s∈Vs

{||v̂i
s − rs||

}
[0,

√
M2 + N2] Si

Distancia

Normalizada DNC(rs, Polys) =
‖Cent(rs)−rs‖

RM(rs)
[0, 1] No

al Centroide

Area Area(Polys) =
∑

ri∈Polys

1 [0, M × N ] Si

Excentricidad Exc(Polys) =
Longitud del eje mayor
Longitud del eje menor [0, 1] Si

Factor de Forma FF (Polys) = 4πArea
Perímetro2 [0, 1] Si

Compactación Comp(Polys) =

√
4
pi

Area

Máximo Diámetro [0, 1] No

Convexidad Conv(Polys) = Perı́metro Convexo
Perı́metro > 0 No

Solidez Sol(Polys) = Area
Area Convexa [0, 1] No

Tabla 5.1: Algunas medidas que se pueden tomar sobre un polı́gono para medir

los criterios que determinan la bondad de una semilla.
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Figura (Imagen) DNC Area Exc FF Comp Conv Sol

5.6 (A) 0.03 11530.0 0.49 0.61 2.82 1.00 0.99

5.6 (B) 0.07 1246.0 0.35 0.64 2.77 1.01 0.97

5.6 (C) 0.11 4466.0 0.93 0.38 1.67 1.00 0.97

5.6 (D) 0.09 1659.0 0.77 0.52 2.29 1.00 0.94

5.6 (E) 0.06 9918.0 0.61 0.57 2.50 0.96 0.92

5.6 (F) 0.16 4440.0 0.44 0.49 2.78 1.00 0.95

5.7 (A) 0.31 5829.0 0.89 0.47 2.25 1.00 0.89

5.7 (B) 0.33 6128.0 0.78 0.41 2.31 0.98 0.85

5.7 (F) 0.11 6748.0 0.85 0.26 2.00 0.81 0.62

5.7 (D) 0.26 1791.0 0.81 0.26 2.08 0.90 0.68

5.7 (E) 0.26 2557.0 0.70 0.22 1.69 1.02 0.49

5.7 (F) 0.20 579.0 0.71 0.16 1.38 1.07 0.34

Tabla 5.2: Magnitud de las medidas en la tabla 5.1, para cada una de las semillas

en las figuras 5.6 y 5.7.

medidas no presentan valores en su magnitud que se correspondan con la ordena-

ción intuitiva hecha sobre las semillas.

2) Medida de la Bondad de una Semilla

Tomando como punto de partida las medidas elegidas, habrá que seleccionar

aquellas semillas para las que la distancia normalizada entre el centroide y las

coordenadas de las semillas, DNC, sea mı́nima y la solidez máxima. Algunas

funciones que permiten minimizar y maximizar respectivamente y de forma si-

multánea dichos valores son la diferencia o la razón entre ambos valores, como

muestran las ecuaciones 5.1 y 5.2. No obstante, hay que tener en cuenta los dis-
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tintos órdenes de magnitud que presentan dichas medidas según las semillas que

se traten: para las de menor bondad, ambas son de orden 10−1, mientras que para

las de mayor bondad la DNC es de orden 10−2 y la solidez de orden 10−1.

B1(rs, Polys) = Sol(Polys) − DNC(rs, Polys) (5.1)

B2(rs, Polys) =
Sol(Polys)

DNC(rs, Polys)
(5.2)

Teniendo esto en cuenta, la diferencia entre ambas magnitudes podrı́a dar un

valor de bondad alto a semillas sólidas pero poco centradas, ya que si una semi-

lla tiene una solidez alta, la distancia al centroide tendrá poca influencia. Con la

razón entre ambos valores sucede lo contrario, puesto que una distancia pequeña

dará lugar a una bondad alta, aunque el polı́gono sea poco sólido, favoreciendo

ası́ a semillas centradas aunque no sean muy sólidas. Una alternativa para resolver

estas cuestiones es tratar de equiparar los órdenes de magnitud de ambas medidas

utilizando, en el caso de la diferencia, un factor que haga que el orden de magnitud

de la DNC se equipare con el de la solidez tal y como se indica en la ecuación

5.3. Una medida ası́, no sufre los problemas teóricos antes comentados, ya que no

favorece un determinado tipo de semillas, por lo que proponemos su uso.

B(rs, Polys) = Sol(Polys) −
(

DNC(rs, Polys) · 10
⌊
log
(

Sol(Polys)
DNC(rs,Polys)

)⌋)
(5.3)

En la tabla 5.3, se muestra la magnitud de la bondad calculada con las tres

medidas que se acaban de comentar, para cada una de las semillas de las figuras

5.6 y 5.7. Como se puede observar tanto la diferencia, mostrada en la primera

columna, como la función en la tercera columna, dan valores de bondad acordes

a la ordenación que intuitivamente se habı́a hecho para las semillas del ejemplo

5.5. En cambio, la razón entre solidez y distancia, en la segunda columna, refleja
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los problemas antes comentados como sucede, por ejemplo, en la figura 5.7 (C)

donde, aún tratándose de una semilla poco sólida, su bondad es elevada debido

a que está próxima al centroide del polı́gono. Descartando esta medida, quedan

la diferencia entre la solidez y la distancia normalizada al centroide y la razón

entre la solidez y la exponencial DNC. Más adelante se verá que ambas medi-

das proporcionan resultados muy similares, tendiendo la primera a descartar más

semillas que la segunda. Puesto que el comportamiento de ambas es similar, la

elección de una u otra se puede basar en otros criterios como su simplicidad de

cómputo. Atendiendo a este criterio, proponemos utilizar la medida de bondad de

la ecuación 5.3.

Figura

(Imagen)

B1(rs, Polys) B2(rs, Polys) B3(rs, Polys)

5.6 (A) 0.96 31.66 0.96

5.6 (B) 0.89 13.25 0.90

5.6 (C) 0.85 8.47 0.86

5.6 (D) 0.85 10.27 0.86

5.6 (E) 0.87 16.19 0.87

5.6 (F) 0.79 6.09 0.81

5.7 (A) 0.58 2.90 0.42

5.7 (B) 0.52 2.57 0.37

5.7 (C) 0.51 5.40 0.35

5.7 (D) 0.42 2.62 0.19

5.7 (E) 0.23 1.89 0.14

5.7 (F) 0.14 1.71 0.02

Tabla 5.3: Magnitud de distintas medidas de bondad para cada una de las semillas

en la figura 5.5.
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Algoritmo de Selección de semillas

El objetivo que debe perseguir el algoritmo de selección de semillas es pro-

porcionar un subconjunto del conjunto inicial, tal que exista una única semilla

en cada región de la imagen y que ésta esté centrada en ella, siendo la de mayor

bondad entre todas las semillas que hay en dicha región. Sin embargo, como se

comentó anteriormente, en este punto del proceso aún no se dispone de las regio-

nes de la imagen, por lo que es necesario establecer unos criterios en términos de

la medida de bondad que sean los que guı́en el algoritmo de selección. Intuitiva-

mente, unos criterios razonables para ello son:

1. Eliminar las semillas que son redundantes, por haber varias en la misma

región, dejando únicamente la de mayor bondad entre ellas.

2. Eliminar las semillas que tienen una bondad muy baja, evitando descartar

aquellas que, pese a tener una bondad baja, sean las únicas representantes

de una región.

A la hora de diseñar el algoritmo, se presentan varias alternativas:

Una opción es descartar aquellas semillas cuya medida de bondad está por

debajo de un umbral. Esta opción presenta dos inconvenientes: el primero

es la definición del umbral, que deberı́a adaptarse a las caracterı́sticas de

la imagen; el segundo, es que de los dos criterios anteriores, no cumple el

segundo.

Otra alternativa es ordenar las semillas de mayor a menor bondad y elimi-

nar, entre aquellas cuyos polı́gonos se solapen, las de menor bondad. Con

esta opción, de forma automática, se pueden eliminar semillas que cubran

las mismas regiones. Sin embargo, en pocos casos un polı́gono estará to-

talmente incluido en otro. Una posible solución es establecer un porcentaje
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de solapamiento, independientemente de las caracterı́sticas de la imagen,

tal que dadas dos semillas cuyos polı́gonos se superpongan en un % mayor

que este umbral, se elimine la de menor bondad.

Una tercera opción consiste en descartar sólo aquellas semillas cuya po-

sición queda dentro del polı́gono de otra semilla de mayor bondad. Esta

alternativa es un caso particular de la anterior, pero posee un inconveniente,

y es que las semillas próximas a las fronteras difı́cilmente caerán dentro de

los polı́gonos de las semillas de mayor bondad, ya que éstos no cubren las

zonas fronterizas. Esto dará lugar a que se seleccionen varias semillas para

una misma región, una bien centrada y el resto próximas a sus fronteras.

De las anteriores opciones proponemos escoger la segunda ya que, aunque no

asegura que haya una única semilla en cada región, es la que cumple este crite-

rio en mayor medida. Además, es preferible que se seleccionen semillas de más

(lo cual se puede solucionar con una fusión de regiones o una técnica jerárquica

como la propuesta en la sección 5.2) a que queden regiones sin ninguna semi-

lla. Ası́ pues, dada una semilla rs, se descartarán las semillas rt, que cumplan la

siguiente condición:(
Area(Polys

⋂
Polyt) ≥ τ · Area(Polyt)

)
∧(B(rs, Polyrs) > B(rt, Polyrt))

(5.4)

donde Polys
⋂

Polyt es la intersección de los dos polı́gonos, la parte de la imagen

en la que se solapan, y τ es el porcentaje de solapamiento. Experimentalmente, se

ha comprobado que un valor adecuado para este umbral es τ = 75 %.

El algoritmo 5.1.2, resume los pasos a seguir para reducir el número de semi-

llas procedentes de una sobre-siembra, descartando aquellas que son redundantes

y tienen una bondad pequeña, sin eliminar las que sean buenas representantes de

las regiones de la imagen. Aunque este algoritmo no asegura que no haya dos se-

millas cubriendo el mismo área, esto es preferible a que haya regiones sin semilla.
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Algoritmo 5.1.2: Algoritmo de Selección de Semillas

Entrada:

Imagen I de tamaño (N × M = n).
Conjunto Inicial de Semillas S.

Notación:

Solaps : Conjunto de semillas cuyos polı́gonos se solapan con Polys, más de τ .

Si
sel : Conjunto de semillas seleccionadas en la iteración i-ésima.

Si
res : Conjunto de semillas pendientes de revisar en la iteración i-ésima.

S ′ : Conjunto final de semillas seleccionadas por el algoritmo.

Inicialización:

1. Para cada semilla, rs ∈ S0,

Calcular Polys

Calcular B(s, Polys)

2. i = 0

3. Si
sel = ∅

4. Si
res = S

Selección de semillas:

1. Mientas Si
res 	= ∅

i = i + 1

rs = argmax

rj ∈ Si−1
res

{B(rj , Polyrj )
}

Solaps = {rk ∈ Si−1
res |Area(Polyrk

⋂
Polyrs) ≥ τ ·Area(Polyrk

)}
Si

sel = Si−1
sel ∪ {rs}

Si
res = Si−1

res \ ({rs}
⋃

Solaps)

2. S ′ = Si
sel
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El coste computacional de este algoritmo es O(m2), siendo m el número de

semillas en la siembra inicial. Este orden de eficiencia se calcula según se indi-

ca a continuación. Sea m el número de semillas, v el número de vértices de un

polı́gono, a, el área de un polı́gono, y N × M el tamaño de la imagen. El orden

de eficiencia de cada una de las etapas es:

El primer paso es el cálculo de los vértices, siguiendo la metodologı́a propu-

esta en la sección 4.3.1. El cálculo de un vértice requiere recorrer 2 veces el

camino, de longitud l en el que se encuentra, una para el cálculo del gradien-

te y del máximo extremo de éste (en valor absoluto), y otra para localizar

el punto que será el vértice. Dado que esto se lleva a cabo en las tres com-

ponentes de color, su cómputo será 3 · 2 · l. Como los vértices en las otras

componentes se buscan en un intervalo en torno a la posición del vértice

en la primera componente, en el peor de los casos habrá que recorrer todo

el camino dos veces más (una por cada una de las otras componentes). Por

tanto, el cálculo de un vértice requiere recorrer el camino 8 veces. En total,

para obtener los v vértices, el cómputo será de orden O(v · 8 · l). Hay que

tener en cuenta que ambos parámetros para una imagen dada son constantes

(en los ejemplos de la sección 4.3.1 eran 8 y el 30 % del tamaño de la ima-

gen), por lo que se puede considerar que su cálculo es de orden constante.

Puesto que hay m semillas, esta fase completa será de orden O(m).

Cálculo de la medida de Bondad: El cálculo del centroide depende del área

del polı́gono, luego su eficiencia es O(a). El del radio máximo depende

del número de vértices, es O(v). Para obtener la solidez, sólo se necesita

el área del polı́gono y su convexo. El cálculo de estas áreas sólo depende

del número de vértices que tengan y dado que el número de vértices del

polı́gono convexo siempre es menor o igual que el del original, su cómputo

será O(2v). Ası́, el orden de eficiencia de esta etapa es O(m · (v + a)), y
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dado que v es constante, el orden final es O(m · a).

Para el algoritmo de ordenación, suponiendo que es el quicksort o uno si-

milar, el orden de eficiencia es O(m · log m).

Determinar si un punto está o no dentro del polı́gono asociado a una semi-

lla, depende del número de vértices de este polı́gono, siendo su eficiencia

O(v), lo cual se puede considerar constante, como ya se ha indicado. Puesto

que esta operación se ejecuta cada vez que se añade una semilla al conjunto

de seleccionadas, y se realiza para todas las semillas que quedan en el con-

junto restante, su orden de eficiencia es O(m · (m − 1)), es decir O(m2).
Sin embargo, es importante tener en cuenta que rara vez se seleccionarán

todas las semillas del conjunto inicial, con lo que este orden de eficiencia

no será el habitual. En el caso medio, se ejecuta esta fase tantas veces como

semillas se hayan seleccionado finalmente. Sea m′ el número de semillas

seleccionadas, entonces el orden de eficiencia es O(m′ · m), que como se

verá más adelante es el que habitualmente se dará, siendo m′ � m.

De todas las etapas, las de mayor coste computacional son la segunda y la

cuarta, de orden O(m · a) y O(m · m′), respectivamente. El área de un polı́gono

en el peor de los casos será la imagen entera, por lo que la primera etapa podrı́a

llegar a ser O(m · n), sin embargo es muy poco probable que se de el caso en que

los polı́gonos de todas las semillas ocupen todo el área de la imagen. Teniendo

esto en cuenta, el orden de eficiencia del algoritmo será O(m · máx{a, m′}).

Ejemplos

En las figuras 5.8 a 5.13, se muestra el resultado obtenido aplicando el algo-

ritmo 5.1.2 sobre el resultado de una siembra en los mı́nimos locales del gradiente

de la componente de intensidad de la imagen. Para calcular este gradiente se ha
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utilizando una máscara gaussiana de tamaño 5 y con una desviación tı́pica de 1.5,

y al aplicar el algoritmo se ha fijado un porcentaje de solapamiento del 75 %.

Las figuras 5.8 (A) a 5.13 (A) muestran la imagen original sobre la que se

ha calculado el gradiente, que se encuentra en la imagen (B) de dichas figuras.

La imagen (C) muestra el resultado de la siembra inicial sobre la que se aplica el

algoritmo 5.1.2, cuya salida se observa en las imágenes 5.8 (D) a 5.13 (D), donde

la medida de bondad utilizada es la dada en la ecuación 5.3.

A la vista de estas figuras la primera conclusión que se puede extraer es que el

número de semillas seleccionadas es considerablemente menor que el número de

semillas original. Analizando de una forma más detenida las figuras 5.8 (D) a 5.13

(D), se observa que en la mayorı́a de los casos, hay una semilla por cada región de

la imagen que pueda ser de interés, siendo la excepción algunas de las células en

las figuras 5.10 (D) y 5.11 (D). Entre las semillas seleccionadas, la mayor parte

de ellas se encuentran centradas en la región a la que representan, con la salvedad

de algunas semillas en las figuras 5.9 (D) y 5.12 (D).

En la tabla 5.4 se puede ver numéricamente la reducción del número de semi-

llas, con la medida utilizada, ya que el número de semillas seleccionadas en estos

ejemplos oscila aproximadamente entre un 1 % y un 3 % del número inicial de

semillas, lo cual supone una gran reducción, que hace que computacionalmente

sea menos costoso aplicar el algoritmo de selección de semillas y a continuación

el proceso de segmentación difusa sobre las semillas elegidas, que directamente

realizar la segmentación difusa sobre el conjunto inicial de semillas.

En la tabla 5.5 se muestra un ejemplo de ello, para la imagen de la figura 5.8

(A y D). En esta figura la imagen original es de tamaño 256×256, por lo que tiene

n = 65535 pı́xeles. El número inicial de semillas es m = 2660, mientras que tras

la selección sólo quedan m′ = 44. Como se observa en la tabla, la segmentación

de m semillas requiere del orden de 109 unidades de tiempo, mientras que la

selección y segmentación de m′ semillas requiere del orden de 108 unidades de
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Imagen No
¯ Inicial

de Semillas

No
¯ de Semillas

Seleccionadas

5.8 2660 47

5.9 2495 45

5.10 3841 28

5.11 1765 51

5.12 2442 24

5.13 2617 58

Tabla 5.4: Resultados de la aplicación del algoritmo 5.1.2 a las imágenes de las

figuras 5.8 (A) a 5.13 (A).

tiempo.

Si se observan las figuras 5.12 (D) y 5.13 (D), y se comparan con las 5.8 (D)

y 5.9 (D), se aprecia que cuanto mayor es la imprecisión en las regiones de la

imagen, el método tiende más a seleccionar un número excesivo de semillas.

Como conclusión general, se puede decir que el algoritmo de selección de se-

millas permite obtener un conjunto de semillas reducido y representativo de las

regiones de la imagen, en el que hay una semilla por cada región y, aunque puede

tender a una ligera sobre-siembra, el número final de semillas se ve reducido de

forma ostensible. Los resultados del algoritmo, que funciona de forma adecuada

a los objetivos fijados, se podrı́an mejorar si se tiene en cuenta que se seleccionan

algunas semillas colocadas en zonas próximas a las fronteras. Esto se debe a que

el algoritmo no las elimina por ser únicas representantes de una región, aunque su

bondad sea baja. Para solucionarlo caben dos alternativas: una opción es mejorar

la siembra inicial, de modo que no se coloquen semillas en las proximidades de

una frontera; otra alternativa es fijar un umbral de bondad y descartar las semillas

cuya medida quede por debajo de él. Entre estas dos opciones, la segunda puede
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Procesamiento

Orden de

eficiencia

Tiempo de

Ejecución

(u.t)

Orden del

Tiempo de

Ejecución

Segmentación Difusa O(m · n log n) 839.622.557 109

de m semillas

Selección de m Semillas + O(m′ · m)+
Segmentación Difusa de

m’ semillas

O(m′ ·n log n) 14.005.533 108

Tabla 5.5: Comparación entre el tiempo requerido para segmentar las m semillas

de la figura 5.8 (D), y la selección y segmentación de sus m′ semillas.

ser más recomendable ya que con la primera se pueden perder semillas de regio-

nes pequeñas, mientras que en el segundo caso es menos probable que esto suceda.

Una lı́nea futura puede ser el estudio de otras medidas de bondad o de otros cri-

terios que permitan obtener medidas más discriminantes. En cualquier caso, las

propuestas realizadas llevan a cabo una buena selección de semillas, reduciendo

su número a un 1 % del inicial con un coste computacional que hace que resulte 10

veces más rápido ejecutar el proceso de selección como paso previo a un proceso

de segmentación de imágenes.

5.2. Agrupamiento de Regiones

Como se indicó en la introducción de este capı́tulo, una misma imagen pue-

de ser analizada con diferentes niveles de detalle. Son numerosas las aplicaciones

que requieren tener este hecho en cuenta. En algunos casos, se suele fijar un nivel

de precisión y se analiza la imagen en él, como sucede en las imágenes biomédi-

cas [14,279,280,285] o en algunas técnicas de recuperación de imágenes en bases
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Figura 5.8: A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gradiente.

D: Semillas seleccionadas por la medida de bondad de la ecuación 5.3.
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Figura 5.9: A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gradiente.

D: Semillas seleccionadas por la medida de bondad de la ecuación 5.3.
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Figura 5.10: A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gradiente.

D: Semillas seleccionadas por la medida de bondad de la ecuación 5.3.
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Figura 5.11: A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gradiente.

D: Semillas seleccionadas por la medida de bondad de la ecuación 5.3.
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Figura 5.12: A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gradiente.

D: Semillas seleccionadas por la medida de bondad de la ecuación 5.3.
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Figura 5.13: A: Imagen Original. B: Gradiente. C: Mı́nimos locales del gradiente.

D: Semillas seleccionadas por la medida de bondad de la ecuación 5.3.
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de datos [14,95,129]. En otras ocasiones se trata de seleccionar el nivel de detalle

más adecuado a cada región de la imagen [178, 193]. Sin embargo, son muchos

los casos en que lo importante es considerar de forma conjunta los diferentes nive-

les de detalle [21,143,321,322]. Algunos ejemplos de ello son las aplicaciones de

recuperación de imágenes en bases de datos, que comparan las relaciones espacia-

les entre regiones o el parecido entre ellas a diferentes escalas [99,175,273,301];

el análisis de mayor a menor escala de las imágenes astronómicas, de Sonar o

SAR [57, 69, 222, 332, 333], y en el de las imágenes aéreas de las que se puede

extraer información variada, desde distinguir zonas de agua, tierra o bosque, hasta

localizar manchas en el mar, claros en el bosque o zonas habitadas, según el nivel

de detalle que se precise. Este tipo de aplicaciones hace que sea necesaria la de-

finición de algoritmos, estructuras y métodos que permitan considerar y trabajar

con los distintos niveles de detalle de una imagen.

En segmentación esto implica que es necesario contar con técnicas para repre-

sentar el conjunto de segmentaciones de diferente precisión que se pueden obtener

a partir de una imagen. Actualmente son numerosos los métodos de segmentación

que tienen esto en cuenta, permitiendo integrar tanto la información superficial co-

mo la estructura detallada de la imagen. Entre estos métodos se pueden distinguir

dos grandes vertientes:

Por una parte se encuentran los algoritmos que trabajan en el espacio de las

escalas, las técnicas multi-escala [59,276]. Estos algoritmos estudian la evolución

de las fronteras, que en cada escala son más borrosas que en la anterior, realizan-

do una nueva segmentación de la imagen en cada nivel. De forma intuitiva, lo que

hacen es difuminar la imagen mediante una función de emborronamiento, sien-

do este emborronamiento mayor conforme aumenta la escala. Dependiendo de la

función utilizada se pueden encontrar métodos isotrópicos o anisotrópicos. Entre

los primeros se hayan los espacios de escala gaussianos [210, 322], en los que se

realiza la convolución con un filtro gaussiano de núcleo cada vez mayor, siendo
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lineal la relación entre los núcleos de diferentes escalas para asegurar la invarianza

a ésta. El problema de este tipo de espacios es que al hacerse gruesas las fronteras

debido al emborronamiento, se pierde su localización y hay que realizar un segui-

miento de las mismas comparando con la imagen original en cada nivel. Además

tratan de igual forma la información ruidosa que la información de interés. Es por

ello que surgen los métodos anisotrópicos [159,322] que, incluyendo información

adicional, difuminan en menor medida las zonas próximas a las fronteras que las

lejanas a las mismas, mediante una función de filtrado dependiente del gradiente

de la imagen, como el método de Perona-Malik (Perona-Malik difussion) [250].

El inconveniente de estas técnicas son sus restricciones numéricas y que, debido al

cálculo del gradiente, el filtrado y la segmentación que han de hacer en cada esca-

la, tienen tiempos de computación que en la mayorı́a de los casos son difı́cilmente

aceptables [322].

Por otra parte, están las técnicas jerárquicas, que realizan una segmentación

de la imagen y construyen cada nivel de granularidad uniendo regiones del nivel

anterior [79, 121, 211, 330]. Estas técnicas, centran sus esfuerzos en la definición

de un criterio de unión de regiones y en la selección de la condición de parada.

Usualmente el criterio de unión consiste en que la diferencia entre los colores

medios de las regiones esté por debajo de un umbral, y la condición de parada

también se suele basar en la selección de un umbral de “homogeneidad”. El ejem-

plo más básico de este tipo de propuestas es el algoritmo de fusión puro, en el

que inicialmente cada pı́xel de la imagen es una región independiente y en cada

iteración se unen las dos regiones más parecidas entre sı́, hasta obtener una única

región que incluye todos los puntos de la imagen. También hay versiones que utili-

zan algoritmos de división (split) [65], construyendo los distintos niveles en orden

contrario (desde el nivel de menor número de regiones hasta el de mayor núme-

ro de éstas), o una combinación de ambos [205]. Este tipo de métodos se suele

aplicar para solucionar el problema de la sobre-segmentación que sufren algunos
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algoritmos como el watershed, para los que se realiza un post-procesamiento apli-

cando un algoritmo de fusión de regiones (merging), antes de dar la segmentación

final [42, 167, 208]. Sin embargo, pese a las numerosas propuestas dentro de este

ámbito son pocos los algoritmos que abordan la construcción de la jerarquı́a como

tal.

La mayorı́a de las propuestas en la literatura que abordan explı́citamente la

construcción de una jerarquı́a de segmentaciones, trabajan sobre una noción de

jerarquı́a que se puede concretar del siguiente modo:

Definición 5.1 Una jerarquı́a de segmentaciones es un conjunto de segmentacio-

nes de una imagen, HΘ = {Θ1, . . . ,Θd}, tal que el conjunto de regiones en una

segmentación está incluido en la segmentación del siguiente nivel: ∀Ri
s ∈ Θi

∃Ri+1
t ∈ Θi+1 tal que Ri

s ⊆ Ri+1
t , ∀i ∈ {1 . . . d − 1}

Las técnicas que proporcionan como resultado una jerarquı́a de este tipo se

centran en:

La selección de un algoritmo para construir la jerarquı́a. Habitualmente, se

aplica el de fusión [143, 211, 213, 284], aunque hay interesantes propuestas

que utilizan campos de Markov [57, 180] o Gibbs [333].

La definición de un método de fusión de regiones, que indique cuándo se

han de unir y cómo se ha de formar la nueva región. Normalmente, se ba-

sa en unir aquellas regiones cuya unión maximiza o minimiza la medida

asociada a cada nueva región. En la mayorı́a de los casos, esto se traduce

en calcular el color medio de cada región y unir las regiones adyacentes

cuya diferencia de colores medios es menor. También se pueden encontrar

propuestas más complejas, basadas en el criterio de Gestalt, que introdu-

cen información sobre la forma y estructura de las regiones a unir (solidez,

compactación, área) para definir una medida de energı́a a optimizar [127].
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Otras técnicas miden la magnitud de los bordes, normalmente en direccio-

nes prefijadas (4 u 8), y unen las regiones en las que los bordes son más

débiles [29, 333], aunque sin tener en cuenta cómo de parecidas son las

regiones a unir.

La elección de una estructura de datos para mantener la información de

la jerarquı́a. Las más utilizadas son los árboles, por su natural e inherente

estructura jerárquica [99, 273], en las que cada nodo hoja es una región y

en cada nivel se guarda la información sobre las regiones que se han unido

en él. Dentro de ellos los quadtree [57] se suelen utilizar en las técnicas

basadas en la transformada wavelets, que ofrece información direccional y

no redundante a diferentes escalas. En los quadtrees cada nodo tiene cuatro

hijos de diferentes tamaños, de modo que en las áreas que requieran mayor

nivel de detalle se pueden realizar subdivisiones más finas, aportando mayor

resolución. Otras estructuras habitualmente utilizadas son las pirámides [28,

143], regulares o irregulares, en las que cada nivel contiene un grafo en el

que cada nodo es una región y los arcos representan las conexiones con

sus regiones adyacentes, candidatas a unirse a ella en el siguiente nivel.

También se pueden encontrar otras estructuras menos habituales como las

esferas o islas hexagonales tridimensionales [300].

Estas propuestas proporcionan un método para construir y almacenar una je-

rarquı́a de segmentaciones. Sin embargo, la mayorı́a de ellas se basa en informa-

ción sobre el centro de la región o sobre las fronteras, sin considerar la evolución

que tiene lugar entre los centros de las regiones ni analizar si la transición entre

ellos es suave y gradual o abrupta. Para poder tener en cuenta la información sobre

cómo es la transición entre dos regiones, hay que saber en qué medida cada pı́xel

de la imagen está asociado a cada una de ellas, y esto lo permiten las técnicas de

segmentación difusa que se ajustan a la definición 2.4. Teniendo esto en cuenta,
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es necesario definir el concepto de jerarquı́a de segmentaciones difusas, que se

puede especificar del siguiente modo:

Definición 5.2 Una jerarquı́a de segmentaciones difusas es un conjunto de seg-

mentaciones difusas de una imagen, H
Θ̃

= {Θ̃1, . . . , Θ̃d}, tal que el conjunto

de regiones en una segmentación está incluido en la segmentación del siguiente

nivel, considerando la inclusión en el sentido del menor grado; es decir, dadas

R̃i
s ∈ Θ̃i, R̃i+1

t ∈ Θ̃i+1,

µ
R̃i

s
(p) ≤ µ

R̃i+1
t

(p) (5.5)

∀p ∈ I ∀i ∈ {1 . . . d − 1}.

En esta sección proponemos obtener una jerarquı́a de segmentaciones difusas

mediante la definición de una relación de similitud (reflexiva, simétrica y max-

min transitiva). A partir de esta es posible construir una jerarquı́a, mediante la

realización de α-cortes. Como es bien conocido y se detalla en el apéndice A,

las relaciones de similitud max-min transitivas verifican que cada α-corte de las

mismas es una relación de equivalencia precisa (crisp). Ası́, cada α-corte corres-

ponderá a un nivel de la jerarquı́a en el que se unirán las regiones que son similares

en el grado dado por α, formando ası́ la segmentación difusa de dicho nivel. Para

definir esta relación de similitud, se partirá de una relación de semejanza entre

regiones adyacentes (con intersección no vacı́a) en la que se consideren las carac-

terı́sticas de la transición entre los centros de las regiones. Esto se llevará a cabo

en el apartado 5.2.1, mientras que en el apartado 5.2.2 se mostrará como construir

la jerarquı́a de segmentaciones a partir de la relación de simlitud entre regiones.

Finalemnte, en el apartado 5.2.3 se mostrará un algoritmo para el cálculo de la

jerarquı́a siguiendo esta propuesta y se mostrarán los resultados obtenidos con él.
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5.2.1. Semejanza y Similitud entre Regiones Difusas

En la literatura se pueden encontrar diferentes propuestas para medir el gra-

do de parecido entre dos regiones dadas [207, 209, 213, 313]. La mayorı́a de ellas

se basan en medir la separación entre las regiones [29, 333], por ejemplo, me-

diante la magnitud de la frontera, o bien midiendo el parecido en sus caracterı́sti-

cas [51, 90, 206], utilizando habitualmente la diferencia entre sus colores medios.

Sin embargo, es posible encontrar ejemplos como los de la figura 5.14, en los que

uno de estos criterios por sı́ sólo no es suficiente para tomar una decisión:

Midiendo la magnitud de las fronteras sólo se tiene en cuenta la información

sobre los contornos de las regiones, lo cual es suficiente cuando éstos están

bien definidos, como en la figura 5.14 (B), pero no cuando hay imprecisión

en ellos. Un ejemplo extremo es un brillo o un gradiente de color entre dos

regiones como el de la figura 5.14 (A), en el que no se puede localizar la

frontera.

Del mismo modo, calculando sólo el color medio se puede dar el caso en

que se unan regiones de color similar aunque exista entre ellas una clara

frontera, como en la imagen 5.14 (B), mientras que otras regiones de co-

lor diferente pero con una suave transición entre ellas no llegarı́an a unirse.

Además, las técnicas basadas sólo en las caracterı́sticas de la región suelen

basarse en el cálculo de valores promedios que, en determinados casos co-

mo los gradientes de color, pueden ser poco representativos dado que existe

una variación “constante” en el color de los pı́xeles que forman cada región.

Para evitar estos problemas es necesario tener en cuenta ambos criterios, dado

que los dos proporcionan informaciones relevantes y complementarias.

A la hora de definir la medida de semejanza existen numerosas formas de ha-

cerlo, dependiendo de la información con la que se cuente y de cómo se haya
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Figura 5.14: Distintos tipos de transición entre regiones. A: Transición suave entre

regiones de diferente color. B: Cambio de color brusco entre regiones de color

similar.

obtenido la segmentación inicial. En nuestro caso, la segmentación difusa inicial

se ha obtenido aplicando una técnica basada en caminos, por lo que se utilizará la

información proporcionada por ellos. Si la segmentación difusa se hubiera obteni-

do con otra técnica, bastarı́a con calcular esta relación de semejanza difusa de un

modo adecuado a ella para poder aplicar la técnica que se propone para construir

la jerarquı́a.

A continuación, como se indica en el esquema 5.15, se verá como obtener

dos valores, uno representativo de la transición entre las regiones y otro sobre su

parecido en color, para después combinarlos en una medida de semejanza entre

regiones. A partir de ella, se definirá la medida de similitud entre regiones a partir

de la cual construir la jerarquı́a de segmentaciones difusas.
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Figura 5.15: Esquema con los pasos a seguir para calcular la similitud entre re-

giones.
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1) Imprecisión entre las regiones

Dadas dos regiones se cuenta con el conjunto difuso obtenido para cada una de

ellas ası́ como con los caminos óptimos a partir de los que se han calculado estos

conjuntos. La información sobre la imprecisión existente en la transición entre

regiones se encuentra en la intersección de los conjuntos difusos que las modelan.

Lo que proponemos es resumir esta información en un único valor dado por el

mayor grado de pertenencia de los pı́xeles que se encuentran en la intersección.

Este valor se calcula según la ecuación 5.6.

fuzz(R̃s, R̃t) = máx
p∈I

{mı́n[µ
R̃s

(p), µ
R̃t

(p)]} (5.6)

En la figura 5.16 (A) se muestra gráficamente cuál es el valor elegido: las

curvas verde y naranja representan el perfil del conjunto difuso correspondiente

a las regiones R̃s y R̃t, respectivamente. En color rojo se ha la intersección de

ambos conjuntos y el cı́rculo azul marca el punto, pInt, utilizado para calcular

fuzz(R̃s, R̃t), cuyo valor se encuentra en el eje Y.

2) Parecido en color de las regiones

En lo que se refiere a la información sobre cómo de parecidas son las regio-

nes en sus caracterı́sticas, proponemos utilizar la información sobre los caminos

óptimos entre sus semillas. Dado que existen numerosos caminos que unen dichos

puntos, proponemos estimar un valor representativo del parecido en color a través

de los subcaminos entre cada semilla y el punto de unión entre las dos regiones,

pInt a partir del cual se obtiene el valor fuzz(R̃s, R̃t).
Evaluando el color medio a lo largo de dichos subcaminos y calculando la

diferencia entre ellos, tal como indica la ecuación 5.7, se puede obtener una apro-

ximación que indica cómo de parecidas son esas regiones:

par(R̃s, R̃t) = ∆C(c(πrspInt
), c(πrtpInt

)) (5.7)
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donde pInt ∈ R̃s
⋂

R̃t con máxima pertenencia en la intersección, µ
R̃s
⋂

R̃t
(pInt) ≥

µ
R̃s
⋂

R̃t
(pj), ∀pj ∈ R̃s

⋂
R̃t. El valor c(πpq) denota el color medio del camino

entre los puntos p y q, expresado en coordenadas HSI, y ∆C es la distancia de

color definida en este espacio en la sección 3.1.2.

En la figura 5.16 (B) se representa gráficamente cómo se calcula el parecido

entre las regiones. Las regiones verde y naranja representan una vista superior

de los conjuntos difusos R̃s y R̃t, respectivamente, mientras que en color rojo se

aprecia la vista superior de su intersección. Los cı́rculos verde y naranja marcan

la posición de las semillas, rs y rt, de ambas regiones y, mediante un cı́rculo azul,

se marca la posición de pInt. Las lı́neas negras representan los dos subcaminos,

πrspInt
y πrtpInt

, que unen pInt con las semillas de R̃s y R̃t, respectivamente. Lo

que se ha propuesto es calcular y comparar el color medio a lo largo de estos dos

caminos.

3) Relación de semejanza difusa entre regiones

Intuitivamente, dos regiones se deben unir cuando la transición entre ellas sea

suave y las regiones sean parecidas en sus caracterı́sticas. Esta idea, supone la con-

junción de ambos valores, que se puede calcular mediante una t-norma. Entre las

t-normas existentes, proponemos utilizar el mı́nimo para combinar ambas infor-

maciones. Con esto la semejanza difusa entre dos regiones se define del siguiente

modo:

Definición 5.3 La relación de semejanza difusa Res
Θ̃

entre dos regiones difusas

en Θ̃,

Res
Θ̃

: Θ̃ × Θ̃ → [0, 1]

es

Res
Θ̃
(R̃s, R̃t) = mı́n{fuzz(R̃s, R̃t), par(R̃s, R̃t)} (5.8)
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Figura 5.16: A: Cálculo de la medida de imprecisión en la transición entre dos

regiones. B: Cálculo de la medida de parecido en las caracterı́sticas de dos regio-

nes.

Es trivial demostrar que esta relación es reflexiva y simétrica; es decir, se

verifica que ∀R̃s ∈ Θ̃, Res
Θ̃
(R̃s, R̃s) = 1 y Res

Θ̃
(R̃s, R̃t) = Res

Θ̃
(R̃t, R̃s)

∀R̃s, R̃t ∈ Θ̃. Sin embargo, esta relación no es en general max-min transitiva, es

decir, no siempre verifica

Res
Θ̃
(R̃s, R̃t) ≥ máx

R̃n∈Θ̃
{mı́n(Res

Θ̃
(R̃s, R̃n), Res

Θ̃
(R̃n, R̃t))}

Por ello, vamos a construir a partir de ella una relación de similitud que sı́ verifique

esta última propiedad, como se explica en el siguiente apartado.

4) Medida de Similitud entre Regiones

Para obtener Sim
Θ̃

a partir de Res
Θ̃

se puede aplicar cualquiera de los proce-

dimientos existentes [3, 318]. En el algoritmo 5.2.1 se muestra el algoritmo pro-

puesto por Kandel et al. [3], cuya eficiencia es de orden O(m3), ya que para cada
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pareja de regiones se ha de comprobar si su similitud es mayor a través de una

tercera región.

Una vez obtenida esta relación de equivalencia difusa, cada α-corte que se

lleve a cabo sobre ella proporcionará un nivel de la jerarquı́a, un conjunto preciso

que contiene todas las regiones difusas de la segmentación inicial que se parecen

con un grado mayor o igual que el α escogido. Puesto que Sim
Θ̃

es una relación

de equivalencia difusa, cada α-corte será una relación de equivalencia precisa en

la que cada región es una clase de equivalencia formada por regiones que se pa-

recen con un grado mayor o igual que α. Uniendo estas regiones se obtendrá la

segmentación difusa correspondiente, como se muestra en el siguiente apartado.

5.2.2. Unión Jerárquica de Regiones Difusas

Dada una segmentación difusa inicial Θ̃ se puede obtener, a partir de Sim
Θ̃
,

la jerarquı́a anidada de segmentaciones difusas, H
Θ̃

= {Θ̃1, . . . , Θ̃d}. En ella,

la segmentación difusa asociada a cada nivel de detalle se obtiene a partir de un

α-corte en la relación de similitud Sim
Θ̃
, que notaremos

(
Sim

Θ̃

)
αi

. Este α-corte

proporciona una relación de equivalencia precisa, que da lugar a la segmentación

difusa en ese nivel, dada por el conjunto Θ̃i = {R̃i
1, . . . , R̃

i
mi

} siendo R̃i
k ∈ ℘̃(I)

una región difusa. La relación de equivalencia precisa,
(
Sim

Θ̃

)
αi

, correspondien-

te a la segmentación difusa Θ̃i proporciona un conjunto de clases de equivalencia.

Uniendo las regiones pertenecientes a la misma clase de equivalencia se obtienen

las regiones R̃i
k de dicha segmentación.

El número de niveles de detalle de la jerarquı́a, d, será igual al número de

valores diferentes de α en Sim
Θ̃

[350], Λ
(
Sim

Θ̃

)
y se define como sigue:

Definición 5.4 Se define Λ
(
Sim

Θ̃

)
como el conjunto de todos los posibles valo-

res diferentes de α en Sim
Θ̃
:

Λ
(
Sim

Θ̃

)
=
{

Sim
Θ̃
(R̃s, R̃t)|(R̃s, R̃t) ∈ Θ̃ × Θ̃

}
(5.9)
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Algoritmo 5.2.1: Algoritmo para calcular la Relación de Similitud

Entrada:

Imagen I de tamaño N × M = n.

Conjunto de regiones difusas en la segmentación inicial Θ̃ = {R̃1, R̃2, . . . R̃m}.

Notación:

MA : Matriz de adyacencia con la semejanza entre R̃s y R̃t en la posición (s,t).

1. Cálculo de Res
Θ̃
:

Para cada región R̃s, s ∈ {1, . . . , m}
• Para cada región R̃t, s ≤ t < m

◦ MA(s,t) = Res
Θ̃
(R̃s, R̃t)

2. Cálculo de Sim
Θ̃
:

Para cada s ∈ {1, . . . , m}
• Para cada t ∈ {1, . . . , m}

◦ Si MA(s, t) > 0

� Para cada u ∈ {1, . . . , m}
a) MA(t,u) = máx {MA(t, u), mı́n {MA(t, s), MA(s, u)}}
b) MA(u,t) = MA(t,u)
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Notaremos el conjunto Λ
(
Sim

Θ̃

)
como Λ

(
Sim

Θ̃

)
= {α1, . . . , αd}, con

α1 = 1, ya que Sim
Θ̃

es reflexiva, αd = mı́n
{

Sim
Θ̃

(
R̃s, R̃t

)
| R̃s, R̃t ∈ Θ̃

}
,

y donde αi > αi+1 ∀i ∈ {1, . . . , d − 1}. Dado que el valor de α indica el grado

de similitud entre parejas de regiones por encima del cuál éstas serán unidas, si α

vale 1 sólo se unirán aquellas regiones que sean iguales. Este α-corte, por tanto, no

tiene por qué coincidir con la segmentación inicial de la imagen, ya que es posible

que haya regiones que se parezcan con grado 1, como ocurre cuando se realiza

una sobre-siembra en una región. Conforme vaya disminuyendo el valor de α, se

irán uniendo regiones, de modo que en el último nivel, αd, se habrán combinado

todas en una única región.

Para cada αi ∈ Λ(Sim
Θ̃
), se definirá una segmentación difusa Θ̃i. Cada re-

gión difusa de esta segmentación se obtendrá mediante la unión de las regiones

difusas de Θ̃ que se encuentran en la misma clase de equivalencia del conjunto

cociente Θ̃/
(
Sim

Θ̃

)
αi

[350]. Siguiendo este procedimiento, el número de regio-

nes en cada nivel es mi =
∣∣∣Θ̃/

(
Sim

Θ̃

)
αi

∣∣∣, donde Θ̃/
(
Sim

Θ̃

)
αi

es el conjunto

cociente.

Al unir las regiones el grado de pertenencia de los pı́xeles a la nueva región,

tal como muestra la figura 5.17, se calcula como el máximo grado de pertenencia

del pı́xel a las regiones que se están uniendo. De un modo más formal, sea

Θ̃/
(
Sim

Θ̃

)
αi

=
{

CΘ̃,αi
1 , . . . , CΘ̃,αi

mi

}
Entonces la región R̃i

k se obtiene como la unión de las regiones pertenecientes a

CΘ̃,αi

k como se indica en la ecuación 5.10:

µ
R̃i

k
(pj) = máx

R̃i
s∈C

Θ̃,αi
k

{
µ

R̃i
s
(pj)
}

(5.10)

Por ejemplo, a partir del conjunto Θ̃/
(
Sim

Θ̃

)
αd

se obtiene una segmentación

difusa, Θ̃d, con una única región que corresponde a toda la imagen. El grado de
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Figura 5.17: Unión de regiones difusas: R̃s en verde, R̃t en naranja y R̃s

⋃
R̃t en

azul.

pertenencia de cada pı́xel a esa región será el máximo grado de pertenencia que

tenga a las regiones en Θ̃.

Una vez definidos los diferentes niveles Θ̃i de la jerarquı́a, es trivial demostrar

la siguiente proposición:

Proposición 5.1 H
Θ̃

es una jerarquı́a anidada de segmentaciones difusas. En

particular, para cada R̃i
k ∈ Θ̃i con i ∈ {1, . . . , d − 1} existe R̃i+1

l ∈ Θ̃i+1 tal

que R̃i
k ⊆ ˜Ri+1

l (la inclusión en el sentido del menor grado; es decir, µ
R̃ik

(p) ≤
µ

R̃i+1l
(p) ∀p ∈ I).

5.2.3. Algoritmo para Calcular la Jerarquı́a

Con la propuesta realizada se ha asentado la base formal que permite, dada

una segmentación inicial Θ̃ de la imagen, tener una herramienta para trabajar de

forma sencilla con los distintos niveles de precisión de dicha imagen, pues basta

con cambiar el valor de α, para obtener una segmentación difusa de la misma con

un nivel de detalle diferente.

El algoritmo 5.2.3 permite implementar la construcción de la jerarquı́a de seg-
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mentaciones difusas de acuerdo a la propuesta realizada. Este algoritmo consta de

tres etapas:

El primer paso consiste en calcular, a través de la función CalculaSimilitud

que aparece en el algoritmo 5.2.3, la similitud entre las regiones. Esto se

hace a través de cualquiera de los procedimientos existentes [3] y mediante

una matriz de adyacencia.

A continuación se calculan los valores de α que darán lugar a los distintos

niveles de la jerarquı́a, buscando en la matriz de adyacencia con los valores

de semejanza, que notamos MA, los diferentes valores de similitud que

existen.

Finalmente, se construye la jerarquı́a uniendo en cada nivel las regiones que

pertenecen a la misma clase de equivalencia.

La eficiencia de este algoritmo es de orden O(m3), según lo siguiente:

La primera, con el algoritmo 5.2.1, es de orden O(m3), como se observa en

dicho algoritmo.

La segunda etapa requiere recorrer toda la matriz MA en busca de los dis-

tintos valores de similitud, por lo que su orden de eficiencia es O(m2), aun-

que uniendo esta fase y la anterior es posible realizar una implementación,

con un orden de eficiencia O(m2 · log m).

La última etapa en la que se calcula la jerarquı́a depende del número de

niveles, d, y del número de regiones que se unan en cada nivel mi, lo cual

es variable de una imagen a otra. En cualquier caso, lo que se suele hacer

es calcular un árbol que mantenga la estructura de las regiones que se unen

en cada nivel, y posteriormente se calcula cada una de las regiones, en el
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momento en que sea necesario generar la segmentación difusa. En el peor

caso, el cálculo de éste árbol requerirá recorrer en cada nivel la matriz de

adyacencia para ver qué regiones se unen en él, por lo que su orden de efi-

ciencia será O(m2). Dado que el número de niveles es d, cuya cota superior

es el número inicial de regiones (en cada nivel se unen sólo dos regiones),

la construcción del árbol completo será de orden O(m3).

Cada vez que se vaya a calcular una segmentación difusa, habrá que recorrer

las regiones m uniendo aquellas que correspondan según el nivel. Realizar

la unión de regiones implica recorrer el soporte de los conjuntos difusos

de la regiones que se va a unir lo cual, en el peor caso, será toda la imagen.

Siendo n el número de pı́xeles en la imagen, obtener la segmentación difusa

de un nivel tendrá un coste computacional de orden O(m · n).

Ejemplos

En las figuras 5.19 a 5.22 se muestran los resultados obtenidos calculando la

jerarquı́a de segmentaciones difusas sobre las imágenes 5.18 (A a C), respectiva-

mente. Para la imagen 5.18 (A) la jerarquı́a se muestra en las figuras 5.19 y 5.20.

En la primera fila de las figuras 5.19 a 5.22 se muestra la segmentación difusa ob-

tenida en cada nivel de la jerarquı́a, correspondiente al α-corte indicado en la parte

superior de la figura. Esta representación de la segmentación difusa se ha obtenido

mediante la superposición de todas sus regiones difusas utilizando transparencias.

Ası́ el color de cada pı́xel es el que se obtiene al ponderar el color de cada región

difusa a la que pertenece por su grado de pertenencia a ella. En la misma columna

de cada segmentación difusa se representan las regiones difusas que la forman y

con flechas se indica cómo se van uniendo para formar cada nivel.

En estas figuras se observa que los niveles inferiores de la jerarquı́a están for-

mados por un gran número de pequeñas regiones, que se van uniendo con grados
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Algoritmo 5.2.3: Algoritmo para calcular la Jerarquı́a Anidada H
Θ̃

Entrada:

Imagen I de tamaño N × M = n.

Conjunto de regiones difusas en la segmentación inicial Θ̃ = {R̃1, R̃2, . . . R̃m}.

Notación:

MA : Matriz de adyacencia con la semejanza entre R̃s y R̃t en la posición (s,t).

Algoritmo:

1. Cálculo de Sim
Θ̃
:

Para cada región R̃s, s ∈ {1, . . . , m}
• Para cada región R̃t, s ≤ t < m

◦ MA(s,t) = Res
Θ̃
(R̃s, R̃t)

MA = CalculaSimilitud (MA)

2. Cálculo de Λ
(
Sim

Θ̃

)
:

Λ
(
Sim

Θ̃

)
= {MA(s, t)|s, t ∈ {1..m}}

3. Cálculo de H
Θ̃
:

Inicialización

• Θ̃0 = Θ̃

• H
Θ̃

= �
Para cada i ∈ Λ {1, . . . , d}
• Θ̃i =

{
CΘ̃,αi

1 , CΘ̃,αi
2 , . . . , CΘ̃,αi

mi

}
• H

Θ̃
= H

Θ̃

⋃{
Θ̃i

}
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Figura 5.18: Las imágenes A a C representan las semillas utilizadas en las figuras

5.19, 5.21 y 5.22, respectivamente.

de similitud muy parecidos entre sı́, en torno a 0.6 en la figura 5.19 y de 0.7 en las

figuras 5.21 y 5.22. Este proceso continúa hasta que se van formando los distintos

objetos de la imagen, como son la taza, el caparazón de la tortuga o las cuatro

grandes regiones en el degradado de luz. A partir de ahı́ comienzan a unirse regio-

nes grandes y poco parecidas, con lo que el valor de α con el que se genera cada

nivel de la jerarquı́a experimenta un apreciable descenso, pasando a ser en torno a

0.4 en las figuras 5.19 y 5.21 y en torno a 0.6 en la figura 5.22.

5.3. Resultados

En esta sección se muestran los resultados que se obtienen encadenando el

proceso de selección de semillas, la segmentación difusa de la imagen y la cons-

trucción de la jerarquı́a. En las imágenes que se muestran en este apartado se ha

llevado a cabo una siembra en los mı́nimos locales del gradiente, a partir de la

cual se ha seleccionado un subconjunto de semillas aplicando la metodologı́a des-

crita en este capı́tulo. Sobre las semillas seleccionadas, se ha ejecutado el proceso

de segmentación difusa, cuyo resultado sirve de nivel inicial de la jerarquı́a de

segmentaciones difusas, que permite analizar la imagen con diferentes niveles de
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Figura 5.19: Primera Fila: Segmentación difusa correspondiente a distintos nive-

les de la jerarquı́a, formada por las regiones difusas en su columna. Sobre cada

segmentación se indica el valor α con el que se ha obtenido.
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Figura 5.20: Primera Fila: Segmentación difusa correspondiente a distintos nive-

les de la jerarquı́a, formada por las regiones difusas en su columna. Sobre cada

segmentación se indica el valor α con el que se ha obtenido.
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Figura 5.21: Primera Fila: Segmentación difusa correspondiente a distintos nive-

les de la jerarquı́a, formada por las regiones difusas en su columna. Sobre cada

segmentación se indica el valor α con el que se ha obtenido.
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Figura 5.22: Primera Fila: Segmentación difusa correspondiente a distintos nive-

les de la jerarquı́a, formada por las regiones difusas en su columna. Sobre cada

segmentación se indica el valor α con el que se ha obtenido.
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detalle.

En las figuras 5.23 a 5.25 se muestran algunos ejemplos de los resultados ob-

tenidos sobre diferentes tipos de imágenes. Estas imágenes contienen regiones de

diversa naturaleza y con distintos grados de imprecisión en sus contornos. Las fi-

guras 5.23 (A) a 5.25 (A) muestran la sobre-siembra inicial mientras que en las

figuras 5.23 (B) a 5.25 (B) se observan los resultados del proceso de selección de

semillas. El resultado de calcular el modelo difuso para cada una de las semillas

seleccionadas se muestra en las figuras 5.23 (C) a 5.25 (C) en las que, como en

casos anteriores, se han superpuesto mediante transparencias todos los conjuntos

difusos obtenidos. Las imágenes 5.23 (D1 a D3) a 5.25 (D1 a D3) muestran, algu-

nas segmentaciones difusas correspondientes a distintos niveles de la jerarquı́a.

En la tabla 5.6 se indica cuál es el nivel de la jerarquı́a que se ha representado

en cada una de las imágenes 5.23 (C a D3) a 5.25 (C a D3), ası́ como el número

de regiones que hay en dicho nivel. En las imágenes 5.23 (D1 a D3) a 5.25 (D1

a D3) se representa con un cuadrado blanco la semillas correspondiente a una de

las regiones que se han unido para formar la representada por ella.

Como se observa en las figuras 5.23 (C) a 5.25 (C), la segmentación difusa

obtenida para cada imagen representa, no sólo qué regiones se pueden extraer

de ella, sino también la imprecisión existente en cada región y en la transición

entre ellas. Las figuras 5.23 (A y B) a 5.25 (A y B), muestran cómo el proceso de

selección de semillas permite reducir considerablemente el número de semillas en

cada región, disminuyendo ası́ la redundancia de información que supondrı́a tener

para cada región de la imagen tanto conjuntos difusos como semillas hay en la

siembra inicial.

En las figuras 5.23 (D1 a D3) a 5.25 (D1 a D3), se pueden apreciar diferentes

niveles de la jerarquı́a de segmentaciones difusas. Como se observa, al contar con

una jerarquı́a de segmentaciones difusas se pueden distinguir diferentes niveles de

precisión en la información contenida en la imagen, proporcionando a los niveles
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Figura 5.23: A: Imagen con la sobre-siembra inicial. B: Resultado de la selección

de semillas. C: Segmentación inicial con 47 regiones difusas. D1-3: Segmenta-

ción difusa correspondiente a los α-cortes 0.95 (D1), 0.84 (D2) y 0.73 (D3) de la

jerarquı́a, en los que hay 38, 23 y 10 regiones difusas, respectivamente. Un cua-

drado blanco marca, para cada región difusa, la posición de la semilla de una de

las regiones que se han unido para formarla. .
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Figura 5.24: A: Imagen con la sobre-siembra inicial. B: Resultado de la selección

de semillas. C: Segmentación inicial con 28 regiones difusas. D1-3: Segmentación

difusa correspondiente a los α-cortes 0.84 (D1), 0.79 (D2) y 0.61 (D3) de la

jerarquı́a, en los que hay 21, 15 y 5 regiones difusas, respectivamente. .
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Figura 5.25: A: Imagen con la sobre-siembra inicial. B: Resultado de la selección

de semillas. C: Segmentación inicial con 58 regiones difusas. D1-3: Segmentación

difusa correspondiente a los α-cortes 0.91 (D1), 0.90 (D2) y 0.86 (D3) de la

jerarquı́a, en los que hay 13, 9 y 4 regiones difusas, respectivamente. .
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Imagen α-corte No
¯ de

Regiones

5.23 (C) 1.0 47

5.23 (D1) 0.95 38

5.23 (D2) 0.84 23

5.23 (D3) 0.73 10

5.24 (C) 1.0 28

5.24 (D1) 0.84 21

5.24 (D2) 0.79 15

5.24 (D3) 0.61 5

5.25 (C) 1.0 58

5.25 (D1) 0.91 13

5.25 (D2) 0.90 9

5.25 (D3) 0.86 4

Tabla 5.6: Número de regiones que hay en los niveles de la jerarquı́a representados

en las imágenes (C) y (D1 a D3) de las figuras 5.23 a 5.25 .
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posteriores del procesamiento la información que necesitan.

5.4. Conclusiones

En este capı́tulo se ha propuesto una técnica de segmentación difusa basada

en el modelado individual de cada región de la imagen, con el fin de adaptarse lo

mejor posible a la imprecisión de cada una, y ası́ lograr que la segmentación difusa

final sea una representación de la imagen adecuada para posteriores etapas del pro-

cesamiento. Dado que la técnica que se ha propuesto está basada en el crecimiento

de regiones, se ha desarrollado una técnica para, partiendo de una sobre-siembra

de la imagen, poder seleccionar un subconjunto de semillas mediante el estudio

del polı́gono definido para cada una por la posición de las fronteras en diferentes

direcciones en torno a ellas. Realizando esta selección, el proceso completo de

segmentación difusa resulta menos costoso que si se procesaran todas las regiones

de la sobre-siembra inicial.

También se ha propuesto un método para, dada una segmentación difusa de

una imagen, construir una jerarquı́a anidada de segmentaciones difusas que per-

mitan analizar la imagen con diferentes niveles de detalle. Para ello se ha definido

una relación de similitud max-min transitiva entre regiones, a partir de cuyos α-

cortes se obtiene la segmentación difusa de cada nivel de la jerarquı́a. Además, es-

ta jerarquı́a permite aliviar los problemas derivados de una sobre siembra, uniendo

aquellas regiones que representan una misma región de la imagen.
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Capı́tulo 6

Conclusiones y trabajos futuros

Finalmente se ofrece en este capı́tulo un resumen de las principales conclu-

siones a las que se ha llegado en el transcurso de la labor investigadora que ha

dado como fruto la presente memoria. Asimismo se plantean las futuras vı́as de

investigación abiertas en el desarrollo de este trabajo.

6.1. Conclusiones

El objetivo que ha guiado la realización de la presente memoria ha sido el

desarrollo de una técnica de segmentación de imágenes que permita resolver dos

problemas principales: en primer lugar, obtener modelos de regiones que permitan

representar la imprecisión existente, adaptándose a las caracterı́sticas de las mis-

mas; en segundo lugar, proporcionar segmentaciones a distintos niveles de granu-

laridad.

Consideramos que los objetivos planteados se han alcanzado, mediante pro-

puestas de formulación sencilla pero muy potentes y con propiedades intuitivas y

deseables. A continuación se resumen por temas las conclusiones finales de este
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trabajo.

6.1.1. Modelado difuso de regiones

Para obtener modelos capaces de adaptarse a las caracterı́sticas de las regiones

y recoger la imprecisión, se ha planteado el uso del concepto de región difusa, de-

finida como un subconjunto difuso de pı́xeles semejantes y conectados. Dado que

se ha optado por la segmentación de imágenes basada en caminos, se ha partido

de un pixel semilla como origen de una región, con grado de pertenencia 1 a la

misma.

Para poder adaptar la función de pertenencia de una región a las caracterı́sticas

de la misma en la imagen, y siguiendo la definición, se han estudiado en primer

lugar medidas de semejanza entre pı́xeles, sobre las que se han definido medidas

de conectividad. Las medidas de semejanza se han basado en la normalización de

una distancia definida en el espacio de color HSI, cuya formulación se ha desa-

rrollado para resolver el problema de la indefinición de algunos componentes de

dicho espacio para determinadas áreas del mismo.

Utilizando como base la agregación de semejanzas (bondad) entre pı́xeles con-

secutivos de un camino (secuencia de pı́xeles) que una a dos pı́xeles en una ima-

gen (vista ésta como un grafo), se ha propuesto una medida de conectividad entre

pı́xeles como la mejor bondad de los caminos que unen ambos pı́xeles. La prin-

cipal aportación en este aspecto ha sido el uso para la agregación de la t-norma

paramétrica de Weber. El uso de distintos parámetros λ de esta t-norma en la agre-

gación ha constituido una potente herramienta para conseguir adaptar la función

de pertenencia, obtenida directamente como la conectividad entre la semilla que

origina la región y el pı́xel considerado, a las caracterı́sticas de la región. Esto es

posible ya que a distintos valores de λ corresponden distintos comportamientos

de la función de pertenencia que, como se ha mostrado, se ajustan a los distintos

tipos de región que podemos encontrar en imágenes reales.
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Finalmente, se ha propuesto una técnica para estimar, en base a las caracterı́sti-

cas de la región en la imagen, un valor adecuado del parámetro λ que permita ob-

tener un modelo representativo de la región. Para ello se ha estimado la posición

de las fronteras de la región estudiando las variaciones en el perfil, entendiendo

como tal la secuencia de magnitudes de componentes de color en los pı́xeles, de

un número pequeño y representativo de caminos equidistribuidos en distintas di-

recciones y que parten de la semilla. La pendiente de la recta que aproxima al

perfil en la zona estimada como frontera ha sido utilizada como valoración de la

caracterı́stica de la región, y ha sido asociada al valor de λ más adecuado mediante

una función ajustada en base a un proceso experimental.

La aplicación de estas propuestas originales a un conjunto de imágenes de

diverso tipo ha proporcionado resultados satisfactorios en general.

6.1.2. Segmentación difusa

Para obtener segmentaciones a distintos niveles de granularidad se ha partido

de una segmentación inicial. Para obtener dicha segmentación inicial partimos de

una siembra inicial, de una selección de pı́xeles semilla que originarán regiones, y

se aplican las técnicas descritas anteriormente para determinar la función de perte-

nencia que modelará cada región; es decir, se estima el parámetro λ más adecuado

y se utiliza el mismo y la medida de conectividad resultante para determinar los

grados de pertenencia.

La calidad de la segmentación inicial y el tiempo empleado en calcularla de-

penderán en gran medida de la cantidad y calidad de las semillas empleadas. Par-

tiendo de una siembra habitual como es la basada en designar como semillas los

mı́nimos locales del gradiente, y aunque no está entre los objetivos principales que

se han planteado en esta memoria, se ha aportado una técnica de selección de se-

millas basada en el estudio del área poligonal delimitada por los puntos estimados

como frontera de la región en el proceso de determinación del valor de λ adecuado.
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Mediante el uso de medidas adecuadas sobre los polı́gonos obtenidos se ha obte-

nido una medida de bondad de la semilla que tiene en cuenta su posición central

en las regiones, y que ha permitido ordenar las mismas y seleccionar un número

reducido de ellas que permita cubrir toda la imagen. Esta técnica ha permitido

reducir en gran medida el número de semillas iniciales y, consecuentemente, el

número de regiones obtenidas en la segmentación inicial. Esto ha repercutido en

un menor tiempo de ejecución tanto en la segmentación inicial como en el proceso

posterior de obtención de segmentaciones a distintos niveles de detalle.

Una vez calculada la segmentación inicial, y para conseguir segmentaciones a

distintos niveles de detalle, se han definido relaciones difusas de similitud entre las

regiones obtenidas en la segmentación inicial. Dichas relaciones, que pueden con-

siderarse de alguna manera como relaciones de equivalencia difusas, nos permiten

determinar un conjunto de particiones anidadas del conjunto de regiones difusas

inicial, como aquellas aproximaciones crisp obtenidas mediante alfa-cortes. Me-

diante la unión en cada uno de los niveles de aquellas regiones que aparecen en

una misma clase de equivalencia, se obtienen tantas segmentaciones difusas como

niveles de la relación de similitud, es decir, como grados distintos aparezcan en la

misma.

El conjunto resultante, denominado jerarquı́a de segmentaciones difusas, re-

presenta adecuadamente la información relativa a las regiones (difusas) presentes

en la imagen a diferentes niveles de detalle. Concretamente, el valor de alfa re-

presenta hasta qué punto estamos dispuestos a relajar el criterio de equivalencia

entre regiones, de modo que cuanto menor es el valor de alfa que representa el

nivel, que está en el intervalo (0,1], relajamos más el concepto de equivalencia y

obtenemos un número menor de clases con más regiones del conjunto inicial, lo

que se traduce en, una vez unidas las regiones pertenecientes a la misma clase,

una segmentación con un menor número de regiones.

Para obtener la relación de similitud (reflexiva, simétrica y max-min transitiva)
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entre regiones de la segmentación inicial, se parte de una relación de semejanza

(reflexiva y simétrica) que es posteriormente transformada mediante un proceso

equivalente al cálculo de la clausura transitiva. Un aspecto clave en este proceso

es la definición de una relación de semejanza adecuada entre regiones, que tan

solo tiene sentido entre regiones vecinas. Para ello se combinan dos medidas de

parecido entre regiones: por un lado, una estimación de la semejanza en el color

medio de las regiones; por otro lado, el grado de compatibilidad de ambas regio-

nes, calculado como el máximo grado de pertenencia a la intersección de ambas.

De nuevo, la aplicación de estas propuestas originales a un conjunto de imáge-

nes ha permitido concluir que las mismas constituyen una solución satisfactoria

en general al problema planteado.

6.2. Trabajos futuros

Como continuación del trabajo realizado en la presente memoria, y al margen

de los objetivos fijados, quedan abiertas algunas lı́neas futuras de investigación

que consideramos interesantes.

En primer lugar se plantea extender la caracterización de los pı́xeles a otras

caracterı́sticas, como por ejemplo descriptores de texturas. En particular, plan-

teamos introducir el uso de descriptores difusos que recojan la imprecisión en la

caracterización de un pı́xel. En relación con este punto, se plantea asimismo la

definición de medidas de semejanza y conectividad entre pı́xeles que tomen en

consideración las nuevas caracterizaciones, y su aplicación a la segmentación. De

esta forma serı́a posible realizar segmentaciones sobre la base, por ejemplo, de las

texturas presentes en la imagen, con respecto a la cual la segmentación basada en

homogeneidad en color serı́a, de hecho, un caso particular.

Un segundo trabajo futuro que se llevará a cabo es utilizar la relación de seme-

janza entre pı́xeles, concretamente alfa-cortes de distintos niveles, como método
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para generar lo que podrı́a denominarse ”núcleo de regiones”, como extensión del

concepto de semilla. De esta forma la generación de una región se harı́a a partir

de un conjunto de pı́xeles en lugar de un solo pı́xel, con lo que se contarı́a con

un punto de partida más robusto e informativo. Naturalmente, este cambio en el

punto de partida afecta a otros aspectos como la valoración de las caracterı́sticas

de la región bajo estudio y, en consecuencia, la estimación de los parámetros más

adecuados para modelarla.

Con respecto a la siembra inicial, se plantea el estudio de medidas alternati-

vas de bondad para las semillas, ası́ como extender el concepto de bondad a los

núcleos de regiones indicados en el párrafo anterior.

Otro problema interesante que se estudiará en el futuro es la determinación

de los niveles más significativos de la jerarquı́a de segmentaciones difusas. De

la misma forma que en ocasiones es necesario obtener aproximaciones crisp al

modelo de una región difusa, también puede ser conveniente tratar de determinar

cual de los distintos niveles de una jerarquı́a de segmentaciones difusas repre-

senta de manera más adecuada el conjunto de regiones presentes en una imagen.

Para ello se plantean dos enfoques principales: en primer lugar, el estudio de la

asignación básica de probabilidad a los distintos niveles, entendiendo que el valor

alfa de cada alfa-corte representa una distribución de posibilidad sobre los niveles.

En segundo lugar, el estudio de las variaciones de homogeneidad en las distintas

segmentaciones.

Finalmente, un trabajo futuro muy interesante que se abordará es la aplicación

de las técnicas propuestas a la segmentación en bases de datos de imágenes, con el

objetivo de realizar sistemas de recuperación de información visual. Este trabajo

futuro engloba una gran cantidad de tareas, tales como el desarrollo de técnicas

de indexación, de caracterización de regiones, y de localización espacial relativa

entre regiones. Finalmente, y a partir de las técnicas de indexación desarrolladas

a partir de las caracterizaciones, el desarrollo de medidas de acoplamiento con
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consultas para la recuperación de información.
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Apéndice A

Conjuntos difusos y lógica difusa

La información con la que trabajamos diariamente no siempre presenta el gra-

do de perfección que caracteriza a los modelos matemáticos que utilizamos para

su tratamiento automático. En ocasiones, dicha información puede ser:

Incompleta (solo describe parcialmente la realidad)

Imprecisa (el valor de una variable se encuentra en un conjunto de valores,

pero no podemos precisar cual es), y/o

Incierta (no tenemos total certeza de que la información sea verdadera).

Esto ha hecho que a lo largo de los años se hayan introducido modelos matemáti-

cos que permitan representar información imperfecta, tales como la Teorı́a de la

probabilidad, la Teorı́a de la Evidencia de Dempster/Shafer [277] y la Teorı́a de

Factores de Certeza [286]. Uno de dichos modelos es la Teorı́a de Subconjuntos

Difusos [349], propuesta por L.A.Zadeh en 1965, y que desde entonces ha experi-

mentado un fuerte auge debido a las aportaciones de muchos otros investigadores.

Esta teorı́a es especialmente adecuada para la representación de conceptos e

información imprecisa, es decir, de conceptos en los que la transición entre el ser
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y el no ser es gradual y no brusca. A continuación se detallan algunos conceptos

básicos de la Teorı́a de Subconjuntos Difusos. Una descripción en mayor pro-

fundidad puede obtenerse en [80] y [162]. Finalmente, esbozamos algunas ideas

básicas de la Teorı́a de la Evidencia de Dempster/Shafer.

A.1. Concepto de conjunto difuso

El concepto de conjunto difuso sobre un universo X (también llamado refe-

rencial) es una generalización del concepto clásico de conjunto en el que la fun-

ción indicadora (que indica si un elemento pertenece o no al conjunto) tiene como

rango el intervalo real [0,1] en lugar del conjunto {0,1}. Ası́, el conjunto difuso A

viene descrito por su función de pertenencia µA

µA : X → [0, 1]

Por lo general se suele identificar al conjunto con su función indicadora, que en el

contexto de la teorı́a de subconjuntos difusos se denomina función de pertenencia.

Nosotros seguiremos esta última notación

A : X → [0, 1]

de tal forma que A(x), donde x ∈ X , representa el grado de pertenencia del

elemento x al conjunto A. Cuando el referencial es finito, X = {x1, x2, . . . , xn},
usaremos la siguiente notación para representar a un conjunto difuso A sobre X:

A = {A(x1)/x1 + A(x2)/x2 + . . . + A(xn)/xn}

Algunos conceptos básicos sobre conjuntos difusos son los siguientes:

Se dice que un conjunto difuso A es normal si existe al menos un x ∈ X tal

que A(x) = 1.
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Se llama soporte del conjunto difuso A al conjunto

Sop(A) = {x ∈ X | A(x) > 0} (A.1)

Se llama nucleo del conjunto difuso A al conjunto

Ker(A) = {x ∈ X | A(x) = 1} (A.2)

El conjunto de subconjuntos difusos sobre un referencial X se nota P̃(X).
Es obvio que P(X) ⊂ P̃(X).

Se dice que un conjunto difuso A es convexo si verifica

x ≤ y ≤ z ⇒ A(y) ≥ mı́n(A(x), A(z)) (A.3)

A.2. Operaciones básicas con conjuntos difusos

La extensión del concepto de conjunto no tendrı́a sentido sin extender si-

multáneamente las operaciones que podemos realizar con ellos. Las principales

operaciones sobre conjuntos son la unión, la intersección y el complemento. Estas

operaciones pueden generalizarse al caso de conjuntos difusos de diversas formas.

La condición indispensable que deben verificar las extensiones es que, cuando

los conjuntos implicados son ordinarios, éstas deben comportarse como los ope-

radores ordinarios. Las familias de operadores difusos más importantes son las

llamadas t-normas, t-conormas y negaciones, que extienden las operaciones de

intersección, unión y complemento respectivamente.

A.2.1. Operadores de intersección: t-normas

Una t-norma es una función

i : [0, 1] × [0, 1] → [0, 1]
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que verifica las siguientes propiedades para cualesquiera a, b, c ∈ [0, 1]:

Frontera: i(a, 1) = a

Monotonı́a: b ≤ c implica i(a, b) ≤ i(a, c)

Conmutatividad: i(a, b) = i(b, a)

Asociatividad: i(a, i(b, c)) = i(i(a, b), c)

La intersección de dos conjuntos difusos A y B mediante una t-norma i se define

pues como

(A ∩ B)(x) = i(A(x), B(x)) (A.4)

Algunas de las t-normas más utilizadas son las siguientes:

Intersección estándar: i(a, b) = min(a, b)

Producto algebraico: i(a, b) = ab

Resta acotada (Lukasiewicz): i(a, b) = max(0, a + b − 1)

Intersección drástica: i(a, b) =

⎧⎪⎨⎪⎩
a b = 1
b a = 1
0 otro caso

A.2.2. Operadores de unión: t-conormas

Una t-conorma es una función

u : [0, 1] × [0, 1] → [0, 1]

que verifica las siguientes propiedades para cualesquiera a, b, c ∈ [0, 1]:

Frontera: u(a, 0) = a
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Monotonı́a: b ≤ c implica u(a, b) ≤ u(a, c)

Conmutatividad: u(a, b) = u(b, a)

Asociatividad: u(a, u(b, c)) = u(u(a, b), c)

La unión de dos conjuntos difusos A y B mediante una t-conorma u se define pues

como

(A ∪ B)(x) = u(A(x), B(x)) (A.5)

Algunas de las t-conormas más utilizadas son las siguientes:

Unión estándar: u(a, b) = max(a, b)

Suma algebraica: u(a, b) = a + b − ab

Suma acotada (Lukasiewicz): u(a, b) = min(1, a + b)

Unión drástica: u(a, b) =

⎧⎪⎨⎪⎩
a b = 0
b a = 0
1 otro caso

A.2.3. Operadores de complemento: negaciones

Una negación es una función

c : [0, 1] → [0, 1]

que verifica las siguientes propiedades para cualesquiera a, b ∈ [0, 1]:

Frontera: c(0) = 1 y c(1) = 0

Monotonı́a: Si a ≤ b entonces c(a) ≥ c(b)
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Estas propiedades son las mı́nimas que deben ser verificadas por una negación,

pero se suelen exigir algunas otras propiedades para definir mejores negaciones

desde un punto de vista práctico:

Continuidad: c debe ser una función continua.

Propiedad involutiva: c(c(a)) = a para todo a ∈ [0, 1]

El complemento de un conjunto difuso A se define como

A(x) = c(A(x)) (A.6)

La negación más utilizada es la llamada negación estandar,

c(a) = 1 − a (A.7)

Las negaciones más drásticas son las llamadas negaciones umbrales, cuya expre-

sión general es

c(a) =

{
1 a < t

0 a ≥ t
(A.8)

donde t ∈ (0, 1] es el umbral. Un caso particular es t = 1, en cuyo caso tenemos

la negación

c(a) =

{
1 a < 1
0 a = 1

(A.9)

A.3. Representación de conjuntos difusos

En la literatura pueden encontrarse diversas formas para representar un con-

junto difuso sobre X de forma unı́voca mediante un conjunto de subconjuntos

ordinarios de X , cada uno afectado de un cierto grado de importancia en la repre-

sentación, dado por un peso que toma valor en [0, 1]. Esta idea es muy importante
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porque establece una conexión entre los conjuntos difusos y los ordinarios que

permite extender las operaciones que realizamos sobre estos últimos a los pri-

meros. Hay diversas representaciones posibles de un conjunto difuso mediante

conjuntos ordinarios. La más utilizada es la representación de un conjunto difuso

mediante el conjunto de sus conjuntos de nivel o α-cortes.

Para cada α ∈ [0, 1] y cada subconjunto difuso A, se define el α-corte (corte

de nivel α) de A como el conjunto

αA = {x ∈ X | A(x) ≥ α} (A.10)

Los conjuntos de nivel de un subconjunto difuso A se encuentran encajados unos

en otros, de manera que

(α > β) ⇒ αA ⊆ βA (A.11)

Es facil ver que Ker(A) = 1A. Al conjunto de valores α ∈ [0, 1] que repre-

sentan distintos alfa cortes de A se le denomina Conjunto de Niveles, y se define

formalmente como

Λ(A) = {α | A(x) = α para algún x ∈ X} (A.12)

El Teorema de Descomposición [350] establece que un conjunto difuso A puede

representarse unı́vocamente mediante el conjunto de sus alfa cortes, al que se suele

denominar descomposición de A, y al que denominaremos AL(A). El peso de αA

en la representación es α, aunque es posible utilizar otros pesos para representar

la importancia de cada alfa corte en la representación, como se verá más adelante.

Formalmente, el teorema de descomposición establece que

A(x) =
⋃

α∈Λ(A)

α αA(x) (A.13)

donde ∪ representa la unión estándar mediante el máximo. En caso de utilizar

otros pesos distintos de los valores de Λ(A), es necesario determinar la expre-

sión que tomarı́a el teorema de descomposición para dicha representación. Un
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caso particular es el uso de una distribución de probabilidad sobre los conjuntos

que forman la representación. En ese caso el teorema de descomposición podrı́a

expresarse como

A(x) =
∑

α∈Λ(A)

prob( αA) αA(x) (A.14)

donde prob( αA) es la probabilidad de αA en la representación.

A.4. Relaciones difusas

En el ámbito crisp, se define una relación como un subconjunto del producto

cartesiano de una serie de conjuntos. Un caso particular de relación es aquella que

se define internamente dentro de un conjunto, usualmente relaciones binarias. Sea

X un conjunto crisp. Una relación binaria en X es pues un subconjunto cartesiano

del conjunto X × X .

Esta idea se extiende inmediatamente al ámbito difuso considerando que una

relación difusa es un subconjunto difuso del producto cartesiano X × X . Dicha

relación vendrá determinada por una función de pertenencia. Por ejemplo, sea

R una relación difusa definida sobre el conjunto X . Entonces, dicho conjunto

vendrá descrito por una función de pertenencia de la forma

R : X × X → [0, 1]

Algunas de las propiedades de las relaciones crisp pueden extenderse al caso

difuso de manera directa. Se dice que una relación difusa R sobre X es

Reflexiva si R(x, x) = 1 ∀x ∈ X

Simétrica si R(x, y) = R(y, x) ∀x, y ∈ X
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A las relaciones difusas que verifican estas dos propiedades se les denomina

relaciones de semejanza. Sin embargo, extender la propiedad transitiva al caso di-

fuso no es trivial. De hecho, existe un número infinito de posibles definiciones de

transitividad, que se caracterizan por el uso de una t-norma y una t-conormas par-

ticulares. En general, sean � y ⊕ una t-norma y una t-conorma, respectivamente,

cualesquiera. Se dice que una relación difusa es ⊕ − � transitiva si ∀x, y ∈ X

se verifica

R(x, y) ≥ ⊕z∈X (R(x, z) � R(z, y))

Un tipo de transitividad especialmente interesantes es la max-min transitividad

que, particularizando la expresión anterior, se verifica cuando para todo x, y ∈ X

R(x, y) ≥ máx
z∈X

mı́n (R(x, z), R(z, y))

A las relaciones difusas que verifican las propiedades reflexiva, simétrica y max-

min transitiva se les denomina relaciones de similitud.

Al tratarse en definitiva de conjuntos difusos, es posible calcular alfa-cortes

de relaciones difusas. Dado que el alfa-corte de un conjunto difuso es un conjunto

crisp, se deduce inmediatamente que todo alfa-corte de una relación difusa es una

relación crisp.

Una propiedad interesante de las relaciones de similitud es que todo alfa-corte

de una relación de similitud proporciona una relación de equivalencia crisp, es

decir, una relación crisp que verifica las propiedades reflexiva, simétrica y tran-

sitiva. Además, dado que los alfa-cortes de un conjunto difuso están anidados,

conforme aumentamos los valores de alfa (en el caso extremo α = 1), obtenemos

un refinamiento de las relaciones, en el sentido de que las relaciones obtenidas

con alfa-cortes mayores proporcionan una partición del conjunto X que refina a

la partición proporcionada por alfa-cortes con valores de alfa menores.
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A.5. Teorı́a de la evidencia de Dempster/Shafer

La teorı́a de la probabilidad asigna a cada posible resultado de un experi-

mento aleatorio la probabilidad de que dicho resultado se produzca, pero solo es

aplicable cuando disponemos de una descripción precisa del experimento y de sus

posibles resultados. La teorı́a de la evidencia de Dempster/Shafer permite medir

la probabilidad de un resultado impreciso del experimento, descrito como un con-

junto disyuntivo de resultados. De esta forma es posible medir la incertidumbre

de ciertos tipos de información imprecisa. Al conjunto de probabilidades sobre

resultados imprecisos se le denomina asignación básica de probabilidad.

Supongamos que queremos medir la probabilidad de que al sacar una bola de

una urna esta sea roja, azul o verde. Supongamos que desconocemos el número

de bolas de cada color que hay en la urna, y decidimos hacer una serie de experi-

mentos (un número suficiente de ellos) para determinar la probabilidad de forma

empı́rica. Por último, imaginemos que no distinguimos muy bien los colores y que

obtenemos el siguiente resultado:

Experimentos realizados: 100

Bolas rojas: 20 m({rojo}) = 0.2
Bolas azules: 30 m({azul}) = 0.3
Bolas verdes: 15 m({verde}) = 0.15
Bolas azules o verdes: 25 m({azul, verde}) = 0.25
Bolas azules o rojas: 10 m({azul, rojo}) = 0.1

Junto a cada resultado se ha especificado su probabilidad básica m. A los

conjuntos de elementos cuya probabilidad es mayor que cero se les denomina

conjuntos focales. Como podemos ver, algunos de los resultados del experimento

se han descrito de forma imprecisa mediante conjuntos disyuntivos de resultados.
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Tenemos 25 casos en los que el color ha sido azul ó verde ({azul,verde}) y 10

casos en los que el color ha sido azul ó rojo ({azul,rojo}).
La teorı́a de la probabilidad permite calcular probabilidades exactas para la

combinación de resultados cuando se conoce la probabilidad individual de cada

uno de ellos con precisión. Sin embargo, en el caso anterior no tenemos certeza

total sobre la probabilidad de cada resultado individual. Por ello la teorı́a de la

evidencia usa cotas inferiores y superiores de la probabilidad, llamadas creencia

y plausibilidad respectivamente, y que se definen para un conjunto de posibles

resultados A como

Bel(A) =
∑
B⊆A

m(B) (A.15)

Pl(A) =
∑

B∩A �=∅
m(B) (A.16)

De esta forma, la probabilidad de que se produzca un resultado A se encuentra

en el intervalo [Bel(A),P l(A)]. Por ejemplo, la probabilidad de obtener una bola

azul se encuentra en el intervalo [0.3, 0.65].

La teorı́a de la probabilidad clásica es un caso particular de la teorı́a de la

evidencia, en el que las probabilidades de los resultados se conocen con total

precisión. En este caso, creencia y plausibilidad tienen el mismo valor, que es la

probabilidad clásica. Este caso se produce cuando los elementos focales contienen

un sólo elemento.

Otro caso particular de la teorı́a de la evidencia es la teorı́a de la posibilidad.

Esta teorı́a se aplica en el caso particular de que los elementos focales se encuen-

tren anidados (es decir, incluidos unos en otros sucesivamente). En este caso la

creencia y plausibilidad pasan a llamarse necesidad y posibilidad respectivamen-

te.

Un resultado interesante en esta teorı́a es que dada una distribución de posibi-

lidad π sobre una serie de resultados Am ⊂ Am − 1 ⊂ . . .⊂ A1, puede obtenerse
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una asignación básica de probabilidad como

m(Ai) = π(Ai) − π(Ai + 1) (A.17)

Un caso particular es considerar un conjunto difuso sobre un referencial fini-

to como una distribución de posibilidad sobre un conjunto de elementos focales

dados por sus alfa-cortes (evidentemente, un conjunto anidado de elementos fo-

cales). En este caso, es posible obtener una asignación básica de probabilidad

para cada alfa-corte calculando la diferencia entre el valor de alfa que define di-

cho alfa-corte (que es su valor de posibilidad en la distribución) y el siguien-

te valor en el conjunto de niveles. Es decir, sea A un conjunto difuso tal que

Λ(A) = {α1, . . . , αn} con αi > αi+1 ∀i ∈ {1, . . . , n − 1}. Entonces, la asigna-

ción básica de probabilidad para cada alfa-corte αiA con αi ∈ Λ(A) es

m( αiA) = αi − αi+1
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2003).

[34] P. CAMPADELLI, D. MEDICI Y R. SCHETTINI. Color image segmentation

using hopfield networks. Image Vision Comput. 15, 161–166 (1997).

[35] B.-M. CARVALHO, E. GARDUNO Y G.-T. HERMAN. Multi-seeded fuzzy

segmentation on the face centered cubic grid. (2001).



282 BIBLIOGRAFÍA
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ceedings., 1997 IEEE Computer Society Conference on”, páginas 750–755
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[69] F. DELL’ACQUA, P. GAMBA Y G. TRIANNI. Semi-automatic choice of

scale-dependent features for satellite sar image classification. Pattern Re-

cognition Letters 27(4), 244–251 (marzo 2006).

[70] S. DELLEPIANE, R. DE LAURENTIIS Y F. GIORDANO. Coastline ex-

traction from sar images and a method for the evaluation of the coastline

precision. Pattern Recognition Letters 25(13), 1461–1470 (octubre 2004).

[71] RECEP DEMIRCI. Rule-based automatic segmentation of color images.

AEU - International Journal of Electronics and Communications In Press,

Corrected Proof, – (2005).

[72] XAVIER DESCOMBES, MIGUEL MOCTEZUMA, HENRI MAITRE Y JEAN-

PAUL RUDANT. Coastline detection by a markovian segmentation on sar

images. Signal Processing 55(1), 123–132 (noviembre 1996).

[73] A. DIMA, M. SCHOLZ Y K. OBERMAYER. Automatic segmentation and

skeletonization of neurons from confocal microscopy images based on the

3-d wavelet transform. Image Processing, IEEE Transactions on 11(7),

790–801 (2002).

[74] GUO DONG Y MING XIE. Color clustering and learning for image seg-

mentation based on neural networks. Neural Networks, IEEE Transactions

on 16(4), 925–936 (2005).



BIBLIOGRAFÍA 287
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2005).

[80] D. DUBOIS Y H. PRADE. “Fuzzy Sets and Systems: Theory and Applica-

tions”. Academic Press (1980).

[81] M. P. DUBUISSON-JOLLY Y A. GUPTA. Color and texture fusion: appli-

cation to aerial image segmentation and gis updating. Image and Vision

Computing 18(10), 823–832 (julio 2000).



288 BIBLIOGRAFÍA
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[165] R. KRISHNAPURAM Y J.M. KELLER. Fuzzy set theoretic approach to

computer vision: An overview. En “Fuzzy Systems, 1992., IEEE Interna-

tional Conference on”, páginas 135–142 (1992).
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tomo 67(2), páginas 207–21 (2001).

[196] M. LUCENA, J.M. FUERTES Y N. PÉREZ DE LA BLANCA. Diffusion in
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páginas 780–784 vol.3 (1998).



304 BIBLIOGRAFÍA
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[202] J. MAEDA, C. ISHIKAWA, S.ÑOVIANTO, N. TADEHARA Y Y. SUZU-

KI. Rough and accurate segmentation of natural color images using

fuzzyregion-growing algorithm. En “Pattern Recognition, 2000. Procee-

dings. 15th International Conference on”, tomo 3, páginas 638–641 vol.3
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(noviembre 2005).

[215] JOHN A. MARCHANT, ROBIN D. TILLETT Y RENAUD BRIVOT. Real-

time segmentation of plants and weeds. Real-Time Imaging 4(4), 243–253

(agosto 1998).

[216] JOAN MARTI, JORDI FREIXENET, JOAN BATLLE Y ALICIA CASALS. A

new approach to outdoor scene description based on learning and top-down

segmentation. Image and Vision Computing 19(14), 1041–1055 (diciembre

2001).

[217] D. MARTIN, C. FOWLKES, D. TAL Y J. MALIK. Benchmark de berkeley

para segmentación de imágenes.
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[250] P. PERONA Y J. MALIK. Scale-space and edge detection using anisotropic

diffusion. Pattern Analysis and Machine Intelligence, IEEE Transactions

on 12(7), 629–639 (1990).

[251] M. PESARESI Y J.A. BENEDIKTSSON. A new approach for the morpho-

logical segmentation ofhigh-resolution satellite imagery. Geoscience and

Remote Sensing, IEEE Transactions on 39(2), 309–320 (2001).

[252] S. PHILIPP-FOLIGUET, M.-B. VIEIRA Y M. SANFOURCHE. Fuzzy seg-

mentation of color images and indexing of fuzzy regions. (2002).

[253] S. PHILIPP-FOLIGUET, M.B. VIEIRA Y A. DE ALBUQUERQUE ARAUJO.

Segmentation into fuzzy regions using topographic distance. En “Compu-

ter Graphics and Image Processing, 2001 Proceedings of XIV Brazilian
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and analysis of liver cancer pathological color image based on artificial

neural networks. En “IEEE 1999 International Conference on Image Pro-

cessing”, páginas 392–396 (1999).

[275] A. SANFELIU, R. ALQUEZAR, J. ANDRADE, J. CLIMENT, F. SERRATO-

SA Y J. VERGES. Graph-based representations and techniques for image

processing and image analysis. Pattern Recognition 35(3), 639–650 (marzo

2002).



BIBLIOGRAFÍA 315
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[280] S. SCHUPP, A. ELMOATAZ, J. FADILI, P. HERLIN Y D. BLOYET. Image

segmentation via multiple active contour models and fuzzyclustering with

biomedical applications. En “Pattern Recognition, 2000. Proceedings. 15th

International Conference on”, tomo 1, páginas 622–625 vol.1 (2000).
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[282] JIANBO SHI Y J. MALIK. Normalized cuts and image segmentation. Pat-

tern Analysis and Machine Intelligence, IEEE Transactions on 22(8), 888–

905 (2000).

[283] SHI-JUAN-HE, XIA-WENG, YAMEI-YANG Y WEILI-YAN. Mri brain

images segmentation. (2000).

[284] FRANK Y. SHIH Y SHOUXIAN CHENG. Automatic seeded region growing

for color image segmentation. Image and Vision Computing 23(10), 877–

886 (septiembre 2005).



316 BIBLIOGRAFÍA
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2749, páginas 603–608. (enero 2003).

[301] YONGQING SUN Y SHINJI OZAWA. Hirbir: A hierarchical approach to

region-based image retrieval. Multimedia Systems 10(6), 559–569 (octubre

2004).

[302] JASJIT S. SURI. “White Matter/Gray Matter Boundary Segmentation

Using Geometric Snakes: A Fuzzy Deformable Model”, tomo 2013, pági-
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