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Agust́ın Santiago Moreno

DEPARTAMENTO DE ESTADÍSTICA E INVESTIGACIÓN OPERATIVA

Granada 2011



Editor: Editorial de la Universidad de Granada
Autor: Agustín Santiago Moreno
D.L.: GR 492-2012
ISBN: 978-84-694-6002-3





Aportaciones a la estimación en áreas
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ÍNDICE GENERAL 7

5.4. Estimadores de diferencia . . . . . . . . . . . . . . . . . . . . . 182
5.5. Estimadores combinados de razón . . . . . . . . . . . . . . . . . 186
5.6. Estimadores combinados de regresión . . . . . . . . . . . . . . . 193
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Caṕıtulo 1

Introducción

Uno de los objetivos de la estimación en áreas pequeñas, consiste en pro-
poner estimadores, que sin aumentar el tamaño de muestra, permitan obtener
buenas estimaciones, es decir, el error de estimación sea menor que el de los
estimadores conocidos. Hasta ahora, en el contexto de la estimación en áreas
pequeñas, se han desarrollado distintos métodos de estimación, bajo el diseño
y bajo el modelo, para abordar este problema. La estimación basada en mo-
delos, que ligan la información auxiliar a la variable de interés con la cual se
supone relacionada, ha demostrado ser más eficiente que la estimación basada
en el diseño, si es que se cuenta con información auxiliar completa, es decir,
se observan la variable respuesta y un vector de p variables auxiliares que son
conocidas para todos los individuos de la población. Desgraciadamente, en la
práctica este supuesto no es muy común, siendo más plausible que los datos
asociados a las variables auxiliares se obtengan de censos y ficheros adminis-
trativos que proporcionan diferentes parámetros de estas variables auxiliares.
Aśı, es común disponer de diversas medidas de posición (medias, medianas,
momentos, etc.) pero es dif́ıcil tener acceso a los datos originales de cada in-
dividuo, fundamentalmente por motivos de privacidad o cuando se trata de
información relacionada con poĺıticas públicas. En este contexto es en el que
proponemos un conjunto de estimadores de proporciones para áreas pequeñas,
si es que se dispone de información auxiliar en forma de totales o proporciones
a nivel de la población o a nivel de dominio.

Hemos organizado la revisión de la estimación en áreas pequeñas en dos
grandes bloques, el primero trata de los estimadores para variables cuantitati-
vas y el segundo, trata de los estimadores para variables cualitativas. Preten-
demos que la forma en cómo presentamos la estimación para variables cuali-
tativas, contribuya a la organización sistematizada de los estimadores de pro-
porciones para áreas pequeñas, donde las variables de interés sean binarias o
de frecuencias.

9



10 CAPÍTULO 1. INTRODUCCIÓN

En la primera parte se inicia con la definición del problema de la estimación
en áreas pequeñas, los objetivos y alcances del trabajo de investigación. En el
segundo caṕıtulo se describen los métodos de estimación en áreas pequeñas
para variables cuantitativas, empezando por los estimadores directos, estima-
dores directos modificados, estimadores sintéticos y estimadores combinados.
Se sigue con los estimadores mixtos y estimadores EBLUP, que hacen uso de
información auxiliar ajustada a un modelo de regresión generalizado (GREG),
con objeto de obtener mejores estimadores o predictores lineales insesgados
en dos etapas. Se describen los estimadores de bayes emṕırico (BE) y bayes
jerarquico (BJ) como herramientas que permiten hacer estimaciones exactas
en áreas pequeñas, usando modelos de enlace apropiados y algoritmos recur-
sivos para la estimación de los parámetros de interés y para la estimación de
las varianzas. Una excelente recopilación de estos métodos puede consultarse
en Rao (2003) y desarrollos posteriores, sobre todo de modelos lineales mixtos
y modelos de bayes, en los cuales se asume para la distribución apriori y a
postriori, distribuciones distintas a la normal. Ver por ejemplo Larsen (2003),
González-Manteiga, et al.(2007), Xie, et al. (2007), Trevisani, et al. (2007), Liu
(2009) y Chandra et al. (2009). Modelos no paramétricos pueden consultarse
en Chambers, et al. (2006) y Salvati, et al. (2010).

En el caṕıtulo 3 se describen las técnicas de estimación en áreas pequeñas
para variables cualitativas. Se inicia con la descripción de métodos basados en
modelos y se deja para el final la estimación basada en el diseño. Hemos organi-
zado la presentación de esta forma, porque la contribución nuestra se enmarca
en el enfoque basado en el diseño. La estimación de proporciones basada en
modelos, para los modelos básicos de nivel de área, se estudia para modelos
de efectos mixtos y estimadores EBLUP, para estimadores bajo el enfoque de
bayes, haciendo énfasis en los modelos mixtos lineales generalizados, que han
sido usados especialmente para el ajuste de datos binarios y de frecuencias, ha-
ciendo uso de distintos modelos de enlace y distribuciones a priori, incluyendo
la distribución binomial, normal, logit, poisson, gamma, exponencial y doble
exponencial. Finalmente, se describe la estimación de proporciones basada en
el diseño, destacando las contribuciones en la estimación directa, sintética y
combinada. Se presentan los modelos LGREG, propuestos por Lehtonen y Vei-
janen (1998) para la estimación en dominios y los propuestos por Duchesne
(2003) para la estimación de proporciones en dominios.

El caṕıtulo 4 está destinado a la presentación de los estimadores de pro-
porciones de áreas pequeñas que proponemos. Como señalamos antes, la esti-
mación se hace bajo el diseño, empezando por la estimación directa de pro-
porciones de dominio, estimadores de razón, de regresión, de diferencia y de
calibración, con información auxiliar en forma de totales o proporciones a ni-
vel de población o a nivel de dominio. Se halla también el correspondiente
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estimador sintético para cada caso y estimadores de sus varianzas. Para los
estimadores de razón, de regresión y de diferencia, se proponen estimadores
combinados y estimadores de sus varianzas. Se proponen, además, las exten-
siones a un diseño general de muestreo y al caso multivariado.

En el caṕıtulo 5 se describe la población artificial, a partir de la cual se
hacen las simulaciones, para la obtención de medidas de precisión como error
cuadrático medio, sesgo relativo y eficiencia relativa de los estimadores. Se re-
pite este proceso con una muestra disponible de casos confirmados de dengue
para el dominio 6, que corresponde a una región de la Costa chica, y se esti-
ma su error cuadrático medio usando Jackknife. Identificados los estimadores
más eficientes, se hace la estimación de proporciones para las siete regiones
del Estado de Guerrero, México, de pacientes infectados por dengue, a partir
de una base de datos de casos confirmados del año 2006, registrados por el
Laboratorio Estatal de Salud Pública del estado de Guerrero (LESPEG), ins-
titución encargada del control epidemiológico de la enfermedad. Se discuten
los resultados y se emiten conclusiones al respecto.

1.1. El problema de la estimación en áreas pe-

queñas

En la actualidad, prácticamente todos los gobiernos de los páıses del mun-
do realizan encuestas nacionales o estatales para obtener información sobre
distintas caracteŕısticas de la población. Esta información es utilizada en la
formulación de poĺıticas y programas, en la evaluación, en la asignación de
fondos gubernamentales y en la planificación regional. Las agencias estad́ısti-
cas y el sector privado hacen uso de información de encuestas para apoyar las
decisiones de negocios, reorientar una campaña poĺıtica, posicionar un produc-
to en el mercado, etc. Normalmente estas encuestas se diseñan para producir
estimaciones para la población objetivo de muestreo y para subgrupos pobla-
cionales grandes. Las estimaciones de muestreo estándar de poblaciones finitas
para subgrupos grandes de la población, se denominan estimaciones basadas
en el diseño o estimaciones directas, debido a que la estimación está basadas
solamente en los datos de muestreo y las probabilidades de selección para la
muestra en el subgrupo de interés. La inferencia estad́ıstica bajo el diseño no
depende de la validez de un modelo estad́ıstico, a diferencia de lo que ocurre en
la mayoŕıa de las áreas de la estad́ıstica. Esta situación resulta ventajosa en la
estimación, toda vez que no necesitamos suponer un modelo apriori sobre los
datos. Sin embargo, la inferencia bajo el diseño se torna problemática cuando
el tamaño de muestra en los subgrupos de interés es muy pequeño o incluso
cero. En esta situación, se han propuesto y se usan cada vez más, diversos
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métodos basados en modelos para ajustar las variables de interés y la informa-
ción auxiliar asociada, con objeto de producir los denominados estimadores de
áreas pequeñas o estimadores indirectos.

El término “área pequeña” o “dominio” usualmente se refiere a un área
geográfica pequeña tal como un estado, provincia, municipio, distrito escolar,
área metropolitana, o también puede tratarse de un grupo espećıfico de edad-
sexo, sexo-distrito electoral-preferencia poĺıtica, u otro grupo de interés dentro
de un área geográfica grande. La realización de encuestas nacionales que tam-
bién sean representativas de las áreas geográficas de nivel inferior es posible,
pero puede no ser viable desde el punto de vista de los costos.

Un ejemplo lo tenemos en la encuesta PISA, de la cual recientemente ha te-
nido lugar la publicación de los resultados del último informe correspondiente
al año 2009, que ha sido concebida como un recurso para ofrecer información
abundante y detallada, que permita a los páıses miembros adoptar las decisio-
nes y poĺıticas públicas necesarias para mejorar los niveles educativos, servir
de base para la investigación y análisis, destinados a mejores poĺıticas en el
campo de la educación.

El tamaño de la muestra de esta encuesta es moderado (25887 alumnos
para España) y los estimadores dados permiten realizar inferencias válidas del
páıs en su totalidad y de algunas comunidades autónomas que han ampliado la
muestra (como Andalućıa con 1416 alumnos encuestados), pero no permiten
inferencias fiables por regiones, provincias y áreas pequeñas de interés. Los
procedimientos para la asignación de pesos en PISA reflejan los estándares de
las buenas prácticas de las encuestas, si bien no usan la información auxiliar
disponible en la fase de estimación, debido, fundamentalmente, a la enorme
variedad de tal información auxiliar según páıs, región, comunidad, comarca,
provincia, etc. Sin embargo, usando técnicas indirectas avanzadas, es posible
obtener estimadores complejos que usen la información auxiliar disponible de
centros, familias, localidades y alumnos, mediante la formulación de modelos
adecuados en el área considerada.

Las estad́ısticas de áreas pequeñas se realizan desde hace mucho tiempo en
páıses como Inglaterra y Canadá, que las han usado en sus censos y registros
administrativos desde hace varios siglos. Los demógrafos llevan mucho tiempo
usando una gran variedad de métodos indirectos para hacer estimaciones de
áreas pequeñas de poblaciones, pero prescindiendo de las técnicas de muestreo
clásicas. Actualmente la mayoŕıa de páıses europeos hacen uso de ellas, las
economı́as en transición, como los páıses de Europa central y oriental, los
páıses de la ex unión soviética y varios páıses latinoamericanos.

Durante las pasadas tres décadas, la demanda de estimaciones para áreas
pequeñas se ha incrementado en diferentes áreas de aplicación, incluyendo in-
greso y pobreza, educación, salud, uso de sustancias y agricultura. La razón
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principal para el incremento en la demanda de estad́ısticas de áreas pequeñas,
se encuentra en la reciente tendencia en la poĺıtica federal para objetivos so-
ciales y programas económicos a un nivel más local.

1.1.1. Objetivos

La mayoŕıa de métodos propuestos hasta ahora para estimar en áreas pe-
queñas, funcionan muy bien para variables continuas, incluyendo los métodos
de estimación basados en modelos, que hacen uso de información auxiliar dis-
ponible a partir de censos, registros administrativos o encuestas anteriores. La
inserción de esta información auxiliar disponible en la formulación de los es-
timadores mediante distintas técnicas (como regresión, calibración, regresión
no paramétrica o verosimilitud emṕırica), normalmente produce un aumento
considerable en la precisión de los estimadores de la media o el total poblacio-
nal.

En todos estos trabajos se asume que la información auxiliar está disponible
para cada persona en el área. Este supuesto no es muy común, siendo más
plausible que los datos asociados a las variables auxiliares se obtengan de
censos y ficheros administrativos que proporcionan diferentes parámetros de
estas variables auxiliares.

Los objetivos en los cuales centraremos nuestro trabajo son los siguientes:

i Proponer estimadores para proporciones de áreas pequeñas que permitan la
incorporación de la información auxiliar, en forma de totales o propor-
ciones, proveniente de una variable binaria.

ii Hacer una comparación de estos estimadores con otros que incluyen infor-
mación auxiliar completa a partir de medidas de precisión.

iii Organizar de forma sistemática los estimadores de áreas pequeñas para
proporciones, incluyendo los propuestos.
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1.1.2. Notación y conceptos básicos

En el presente trabajo denotaremos a la población finita de interés como
U , con N unidades distintas e identificadas, es decir, U = {1, · · · , j, · · · , N}.
La lista que nos permite identificar cada una de las unidades de la población
se llama marco. Las unidades poblacionales poseen muchas caracteŕısticas de
interés, algunas conocidas y otras desconocidas. Representamos por la variable
y (o A, si se trata de un atributo) la caracteŕıstica de la población que deseamos
estudiar, y que llamaremos variable de estudio. El valor que toma dicha variable
sobre la población es desconocido, pero vendrá dado por el valor que cada
unidad j asigna a dicha caracteŕıstica, yj,

y = {y1, y2, · · · , yj, · · · , yN}
o si se trata de un atributo A,

A = {A1, A2, · · · , Aj, · · · , AN}.
Además, podemos registrar las caracteŕısticas conocidas de una variable x o de
un atributo B, que supondremos p-dimensional, al disponer de p caracteŕısticas
de cada unidad poblacional. Aśı, para cada unidad j en la población tenemos
un vector de información adicional, xj = (xj1, · · · , xjp). Por ello, la variable,

x = {x1, · · · ,xN}
o

B = {B1, · · · ,BN}
recibe el nombre de variable de información adicional. Esta información auxi-
liar, que se supone relacionada con la variable de interés, debe emplearse para
ayudar a conocer los valores asociados a la variable de interés.

Toda vez que la variable de interés que queremos estudiar representa una
caracteŕıstica “no conocida” de la población U , para “su conocimiento total”
sólo hay un procedimiento, la investigación de todas la unidades de la pobla-
ción. Esta investigación exhaustiva recibe el nombre de censo. No obstante, es
frecuente que no deseemos “toda” la información, sino alguna parte de ella o
bien alguna función de los valores {y1, y2, · · · , yj, · · · , yN}, que denominamos
parámetros y que se representan genéricamente por θ(y). Una inferencia sobre
los parámetros poblacionales puede realizarse al obtener la información de una
parte de la población, que recibe el nombre de muestra y será designada por
s.

La determinación de la muestra que permita conocer la información deseada
sobre toda la población, es un punto crucial de toda la teoŕıa estad́ıstica,
pues como es lógico se desea que con el menor número de elementos en la
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muestra, lo que se conoce como tamaño muestral (denotado por n) y por ello
con el menor número de elementos a estudiar, se obtenga un juicio aceptable
sobre el verdadero valor del parámetro, el cual se habŕıa obtenido al realizar la
investigación sobre toda la población. El valor obtenido a partir de la muestra
se llama estimador del correspondiente parámetro poblacional.

Una muestra s de U , de tamaño ns, seleccionada de acuerdo a un diseño de
muestreo especificado, que asigna una probabilidad conocida p(s) > 0, tal que
para todo s ∈ S, donde S es el conjunto de las posibles muestras s, cumple
con la condición

∑
s∈S p(s) = 1. Designemos por πj, la probabilidad de que

de unidad j pertenezca a la muestra s y πjk representa la probabilidad de
que la unidades j y k pertenezcan a la muestra s. A esta última cantidad se
le llama probabilidades de inclusión de segundo orden. Otras cantidades que
serán usadas con frecuencia en las expresiones de los estimadores y sus errores
son los pesos básicos de diseño wj = π−1

j y 4jk = πjk − πjπk.
Consideremos la población U particionada en D subconjuntos, U1, · · · , Ud, · · · ,

UD, llamados dominios. Designemos por Nd, el tamaño del dominio Ud, desco-
nocido en la mayoŕıa de casos prácticos. Si seleccionamos una muestra aleatoria
de la población U , de acuerdo a un diseño de muestreo especificado y proba-
bilidades de inclusión πj, πjk, parte de la muestra s cae en el dominio Ud. Esta
parte de la muestra se denotará por sd, es decir

sd = s ∩ Ud.

Denotemos por nsd
el tamaño de sd. Debe cumplirse que

s = ∪D
d=1sd; ns =

D∑

d=1

nsd
,

donde nsd
es una variable aleatoria y posiblemente bastante pequeña.

Estamos interesados en la estimación de totales, medias o proporciones,
por lo que designaremos por total poblacional a

Y =
N∑

j=1

yj,

total de dominio

Yd =

Nd∑
j=1

yj,

la media

Y = N−1

N∑
j=1

yj,
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la media de dominio

Y d = N−1
d

Nd∑
j=1

yj.

Para proporciones tenemos

P = N−1

N∑
j=1

Aj,

la proporción de dominio

P d = N−1
d

Nd∑
j=1

Aj.

Los estimadores de Horvitz-Thompson de la media y al proporción para el
dominio se designarán por

ydHT
= N−1

d

∑
j∈s

wjyj

y

pdHT
= N−1

d

∑
j∈s

wjAj,

respectivamente, donde wj son los pesos de diseño.



Caṕıtulo 2

Estimación para variables
cuantitativas

En este caṕıtulo haremos un resumen de los estimadores de áreas pequeñas
desarrollados para estimar caracteŕısticas poblacionales, considerando varia-
bles cuantitativas. Discutiremos en primer lugar los estimadores basados en el
diseño y en seguida los basados en modelos, aunque en algunos casos aborda-
remos estimadores que poseen ambas caracteŕısticas, es decir, son basados en
el diseño asistidos por modelos que posibilitan la incorporación de información
auxiliar en la fase de estimación.

2.1. Estimación basada en el diseño

En este tipo de estimación se usa un diseño de muestreo para seleccionar
una muestra s de U con probabilidad p(s). La probabilidad de selección de
la muestra p(s) puede depender de variables de diseño conocidas tales como
variables indicadoras de estratos o la medida del tamaño del conglomerado.
Comúnmente los diseños de muestreo usados comprenden muestreo aleatorio
simple, estratificado y muestreo estratificado multietápico.

La población U consiste de N distintos elementos (o unidades finales) iden-
tificadas mediante las etiquetas j = 1, · · · , N . Asumimos que la caracteŕıstica
de interés , y, asociada con el elemento j puede medirse exactamente por obser-
vación del elemento j, es decir, asumimos que se mide sin error. El parámetro
de interés es el total Y =

∑
U yj o la media Y = Y/N poblacionales, donde∑

U denota la suma sobre los j elementos de la población.

Para hacer inferencias sobre la media poblacional Y , observamos lo valores

y asociados a la muestra seleccionada s. En este enfoque, un estimador Ŷ de

Y se dice que es insesgado bajo el diseño (o p-insesgado) si la esperanza de Ŷ

17



18 CAPÍTULO 2. ESTIMACIÓN PARA VARIABLES CUANTITATIVAS

bajo el diseño es igual a Y ; es decir

Ep(Ŷ ) =
1

N

∑
p(s)ys = Y , (2.1)

donde la suma es sobre todas las muestras posibles s bajo el diseño especificado
y ys es el valor de y para la muestra s.

La varianza de Ŷ bajo el diseño se denota como Vp(Ŷ ) = Ep[Ŷ−Ep(Ŷ )]2. Un

estimador de Vp(Ŷ ) se denota como v(Ŷ ) = s2(Ŷ ), y la varianza del estimador

es p-insesgada para V (Ŷ ) si Ep[v(Ŷ )] ≡ Vp(Y ).
Para el caso de estimación en dominios, consideremos una partición de la

población U = {1, · · · , j, · · · , N} en D subconjuntos, U1, · · · , Ud, · · · , UD lla-
mados dominios. Designemos por Nd el tamaño de Ud, es decir Nd es el número
de elementos en Ud de tal manera que N =

∑D
d=1 Nd. Sea Pd = Nd/N el ta-

maño relativo de Ud, es decir, la proporción de elementos de U que pertenecen
a Ud. Asumimos que N es conocida y Nd puede ser conocida o no, como con
frecuencia ocurre en la práctica. Si los elementos en Ud pueden ser identifi-
cados de antemano y listados, es decir, Nd es conocida, podemos seleccionar
una muestra directamente del dominio de acuerdo a un diseño de muestreo
conveniente. El dominio, entonces, es designado como estrato, y la selección
muestral en el dominio es controlado por la elección del diseño en el estrato.
Sin embargo, aún cuando Ud pueda distinguirse como un estrato, en la práctica
no siempre es posible seleccionarlo. Si el número de dominios D es grande, el
costo de selección controlada en cada dominio puede ser muy alto. En este
trabajo daremos mayor énfasis al caso en que resulta imposible (por ejemplo,
por falta de marco de muestreo) o impráctico (por ejemplo, por razones de
costo) tratar al dominio como un estrato.

2.1.1. Estimadores directos

En el contexto de encuestas por muestreo, un estimador de dominio se dice
directo si está basado solamente en los datos de la muestra en el dominio.
Un estimador directo puede usar también información auxiliar conocida, tal
como el total de una variable, x, relacionada a la variable de interés, y. Los
estimadores basados en el diseño hacen uso de los pesos muestrales, y las in-
ferencias asociadas están basadas en la distribución de probabilidad inducida
por el diseño de muestreo con los valores poblacionales considerados fijos. A ni-
vel de dominio podemos hacer estimaciones directas, siempre que los tamaños
de muestra dentro del dominio sean suficientemente grandes. Los pesos del

dominio wj(s) juegan un importante rol en la construcción de estimadores Ŷ
de Y basados en el diseño. Estos pesos básicos dependen de s y del elemento
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j(j ∈ s). Una importante elección de los pesos es considerar wj(s) = 1/πj,
donde πj =

∑
{s:j∈s} p(s), j = 1, 2, · · · , N son las probabilidades de inclusión

de primer orden y {s : j ∈ s} denota todas las muestras s que contienen al ele-
mento j. Para simplificar la notación escribiremos wj(s) = wj , excepto cuando
la notación completa wj(s) sea necesaria. El peso wj puede interpretarse como
el número de elementos en la población representados por el elemento muestral
j.

Si nuestro interés se centra en la estimación del tamaño del dominio Nd o su
tamaño relativo Pd, estos parámetros pueden manejarse como casos especiales
de la estimación de un total y una media poblacionales (Särndal et al., 1992).
Para ver esto, introducimos una variable indicadora de dominio, zd, cuyo valor
para el j-ésimo elemento está definido como

zdj
=

{
1, si j ∈ Ud;
0, en otro caso,

(2.2)

con j = 1, · · · , N . Ahora ∑
U

zdj
= Nd

y

zdj
=

∑
U

zdj
/N = Nd/N = Pd,

lo cual identifica a Nd como el total poblacional de la nueva variable zd y Pd

como la media poblacional de zd. Estos resultados pueden usarse para estima-
ciones directas. Introducimos alguna notación complementaria relacionada con
dominios. Designemos por Qd = 1− Pd, nd =

∑
s zdj

, el número de elementos
en la muestra que pertenecen a Ud, pd = nd/n, la proporción de elementos en
la muestra que pertenecen a Ud y qd = 1− pd.

A partir e la definición de zdj
y mediante un desarrollo algebraico simple

obtenemos que

S2
zdU =

N

N − 1
PdQd (2.3)

S2
zds =

n

n− 1
pdqd (2.4)

Con frecuencia estamos interesados en la estimación de un total de dominio
Yd =

∑
Ud

yj o la correspondiente media de dominio yUd
=

∑
Ud

yj/Nd, cuyos

estimadores serán designados por Ŷd y ŷUd
, respectivamente. Para hacerlo, es

necesario redefinir la variable de interés y de la siguiente manera

ydj
=

{
1, si j ∈ Ud;
0, en otro caso,
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Entonces Yd es el total (sobre la población completa U) de la nueva variable
yd, es decir

Yd =
∑
Ud

yj =
∑

U

ydj.

En ausencia de información auxiliar poblacional, usamos el estimador expan-
dido del total

Ŷd =
∑

s

wjydj =
∑
sd

wjyj, (2.5)

donde
∑

s denota la suma sobre j ∈ s, sd = Ud∩s, es decir, sd es el subconjunto
de la muestra s que cae en el dominio Ud, con ns el tamaño de s y nsd

el tamaño
de sd.

El caso wj(s) = 1/πj satisface la condición de insesgadez y lleva al conocido
estimador de Horvitz-Thompson (H-T) (Cochran, 1977; p. 259).

La varianza de este estimador se da en la forma de un estimador cuadrático
insesgado no negativo de la varianza de Ŷd, construido a partir de un resultado
de Rao (1979),

v(Ŷd) = −
∑

j<k,

∑

j,k∈s

wjk(s)bjbk

(
yj

bj

− yk

bk

)2

, (2.6)

donde los pesos wjk(s) satisfacen la condición de insesgadez y las constantes

bj distintas de cero son tales que la varianza de Ŷd se hará cero cuando yj ∝ bj

para todo j. Por ejemplo, en el caso especial de wj = 1/πj y un diseño de
muestreo fijo, tenemos bj = πj y wjk(s) = (πjk − πjπk)/(πjk) donde πjk =∑

{s:(j,k)∈s} p(s) j < k = 1, · · · , N son las probabilidades de inclusión conjunta
asumidas positivas. Bajo estas condiciones, un estimador de la varianza de la
media estimada estará dado por

V̂ (Ŷ d) = − 1

2N̂2
d

∑∑
sd

(
πjk − πjπk

πjk

) (
yj − ŷUd

πj

− yk − ŷUd

πk

)2

. (2.7)

Para un diseño general de muestreo la varianza estimada del estimador del
total será

V̂ ar(Ŷd) =
∑

j,k∈s

πjk − πjπk

πjk

yj

πj

yk

πk

. (2.8)

El estimador de la media de y para el dominio estará dado por

Ŷ d = ŷUd
=

Ŷd

N̂d

=

∑
s zdj

wjyj∑
s zdj

wj

=

∑
sd

wjyj∑
sd

1wj

=

∑
sd

yj/πj∑
sd

1/πj

(2.9)
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y su varianza aproximada estimada será

V̂ (Ŷ d) =
1

N̂2
d

∑∑
sd

(
πjk − πjπk

πjk

) (
yj − ŷUd

πj

) (
yk − ŷUd

πk

)
. (2.10)

2.1.2. Estimador de regresión generalizado para domi-
nios

En este tipo de estimador se asume que se dispone de información auxiliar
en forma de totales poblacionales X = (X1, · · · , Xp)

T , independientemente de
que Nd sea conocido o no, y que el vector auxiliar xj para j ∈ s también es
observado, es decir, se observan los datos (yj,xj) para cada elemento j ∈ s. Un
estimador que hace eficiente el uso de esta información auxiliar es el estimador
de regresión generalizado (GREG) el cual se escribe como

ŶGR = Ŷ + (X− X̂)T β̂, (2.11)

donde X̂ =
∑

s wjxj y β̂ = (B̂1, · · · , B̂p)
T es la solución de las ecuaciones de

mı́nimos cuadrados ponderados de la muestra:
(∑

s

wjxjx
T
j /cj

)
β̂ =

∑
s

wjxjyi/cj, (2.12)

con constantes especificadas cj > 0.

También es usual escribir ŶGR en la forma expandida con pesos de diseño
wj cambiados a pesos “revisados” w∗

i . Tenemos

ŶGR =
∑

s

w∗
jyj (2.13)

en notación operador, donde w∗
j = w∗

j (s) = wj(s)gj(s) con

gj(s) = 1 + (X− X̂)T

(∑
s

wjxjx
T
j /cj

)−1

xj/cj. (2.14)

Los pesos revisados w∗
j (s) son el producto de los pesos de diseño wj(s) y la

estimación de pesos gj(s). La fórmula (2.13) muestra que los mismos pesos
w∗

j son aplicados a todas la variables de interés como en el caso del estima-
dor expandido. Esto asegura la consistencia de resultados cuando agregamos
diferentes variables, es decir,

ŶGR(y1) + · · ·+ ŶGR(yr) = ŶGR(y1 + · · ·+ yr),
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para diferentes variables y1, · · · , yr ligadas a cada elemento.

Una propiedad importante del estimador GREG es que asegura la consistencia
con el total auxiliar conocido X en el sentido

ŶGR(x) =
∑

s

w∗
jxj = X. (2.15)

Esta propiedad no se conserva para el estimador expandido básico. Debido
a la propiedad (2.15), el estimador GREG es llamado también estimador de
calibración (Deville y Särndal, 1992). De hecho, de entre todos los estimado-
res de calibración de la forma

∑
s bjyj con pesos bj que satisfacen la restric-

ción de calibración
∑

s bjxj = X, los pesos GREG w∗
j minimizan la distancia

Chi-cuadrado,
∑

s cj(wj − bj)
2/wj, entre los pesos básicos wj y los pesos de

calibración bj. Aśı los pesos GREG w∗
j modifican los pesos de diseño tan poco

como es posible sujeto a las restricciones de calibración.
El estimador GREG toma la forma simple cuando cj = νTxj para todo

j ∈ U y algún vector columna constante ν. En este caso tenemos

ŶGR = XT β̂ =
∑

s

w̃jyj, (2.16)

porque
∑

s wjej(s) = Ŷ − X̂T β̂ = 0, donde ej(s) = ej = yj − xT
j β̂ son los

residuos muestrales y w̃j = w̃j(s) = wj(s)g̃j(s) con

g̃j(s) = XT

(∑
s

wjxjx
T
j /cj

)−1

xj/cj. (2.17)

El estimador GREG cubre muchos estimadores usados como casos espe-
ciales. Por ejemplo, en el caso de una sola variable auxiliar conseguimos el
estimador de razón

ŶR =
Ŷ

X̂
X, (2.18)

fijando cj = xj en (2.17) y notando que g̃j(s) = X/X̂. Si solamente se conoce
el tamaño de la población N , fijamos xj = 1 en (2.18) para que X = N y

X̂ = N̂ =
∑

s wj. Si fijamos xj = (1, xj)
T y cj = 1, entonces ν = (1, 0)T y

(2.16) se reduce al estimador de regresión lineal

ŶLR = Ŷ + β̂LR(X − X̂), (2.19)

donde
β̂LR = β̂2 =

∑
s

wj(xj − X̂)(yj − Ŷ )/
∑

s

wj(xj − X̂)2,
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con Ŷ = Ŷ /N̂ y X̂ = X̂/N̂ . El estimador GREG también cubre el estimador
post estratificado como un caso especial. Supongamos una partición de U en
G post-estratos Ug con tamaños poblacionales conocidos Ng(g = 1, · · · , G).
Entonces fijamos xj = (x1j, · · · , xGj)

T con xgj = 1 si j ∈ Ug y xgj = 0 en
otro caso para que X = (N1, · · · , NG)T . Notando que 1Txj = 1 para todo j
tomamos cj = 1 y ν = 1 y el estimador GREG (2.16) se reduce al estimador
post estratificado

ŶPS =
∑

g

N·g
N̂·g

Ŷ·g, (2.20)

donde N̂·g =
∑

s·g wj y Ŷ·g =
∑

s·g wjyj, donde s·g denota la muestra de ele-
mentos que pertenecen al estrato g.

La estimación GREG de Y se adapta fácilmente también a la estimación del
total de un dominio Yd. Se sigue de (2.13) que el estimador GREG de Yd es

ŶdGR = ŶGR(yd) =
∑
j∈sd

w∗
jyj, (2.21)

donde el total poblacional del vector auxiliar x es conocido. Se sigue de (2.21)

que el estimador GREG también satisface la propiedad aditiva: Ŷ1GR + · · · +
ŶDGR = ŶGR. El estimador ŶdGR es aproximadamente p-insesgado si el tamaño
total de la muestra es grande, pero la p-consistencia requiere un tamaño espe-
rado de la muestra de dominio también grande. El caso especial de estimador
de razón (2.18) da

ŶdR =
Ŷd

X̂
X,

cambiando yd por adjyj. Similarmente, un estimador post estratificado se ob-
tiene de (2.20) cambiando ygj por adjygj:

ŶdPS =
∑

g

N·g
N̂·g

∑
sdg

wjyj,

donde sdg es la muestra que cae en la (dg)-ésima celda de la clasificación
cruzada de dominios y post-estratos.

Un estimador de la varianza por linealización de Taylor de ŶdGR se obtiene
simplemente de υ(y) cambiando yd a edj = ydj − xT

djβ̂(yd), donde β̂(yd) se

obtiene de β̂(y) cambiando yd por ydj. Nótese que edj = −xT
djβ̂(yd) si j ∈ s y

j /∈ Ud.
Si contamos con información auxiliar espećıfica de dominio, asumimos que

los totales del dominio Xd = (Xd1, · · · , Xdp)
T = Y (xd) son conocidos, donde
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xdj = xj si j ∈ Ud y xdj = 0 en otro caso. En este caso, un estimador GREG
de Yd está dado por

Y ∗
dGR = Ŷd + (Xd − X̂d)

T β̂d, (2.22)

donde X̂d = Ŷ (xd) y

(∑
j∈s

wjxdjx
T
dj/cj

)
β̂d =

∑
j∈s

wjxdjydj/cj.

Podemos escribir también (2.22) como

Y ∗
dGR =

∑
j∈s

w∗
djydj, (2.23)

donde w∗
dj = wjg

∗
dj con

g∗dj = 1 + (Xd − X̂d)
T

(∑
j∈s

wjxdjx
T
dj/cj

)−1

xdj/cj.

Nótese que los pesos w∗
dj dependen ahora de d a diferencia de los pesos w∗

j .

Por lo tanto, los estimadores Y ∗
dGR no suman el total ŶGR. También, Y ∗

dGR es
aproximadamente p-sesgado a menos que el tamaño de la muestra del dominio
sea grande.

En el caso especial de una sola variable auxiliar x con total de dominio
conocido Xd, si sustituimos cj = xj en (2.23) obtenemos el estimador de razón

Y ∗
dR =

Ŷd

X̂d

Xd. (2.24)

Si las cantidades Ndg de los post-estratos de dominio espećıfico son conoci-
dos, entonces un estimador de la cantidad postestratificada (PS/C) se obtiene
del estimador GREG (2.23) como

Y ∗
dPS/C =

∑
g

Ndg

N̂dg

Ŷdg, (2.25)

donde N̂dg =
∑

sdg
wj y Ŷdg =

∑
sdg

wjyj. Si los totales de celdas Xdg de una
variable auxiliar x son conocidos, entonces podemos usar un estimador de razón
post estratificado (PS/R)

Y ∗
dPS/R =

∑
g

Xdg

X̂dg

Ŷdg, (2.26)
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donde X̂dg =
∑

sdg
wjxj.

Si el tamaño esperado del dominio es grande, entonces un estimador de la
varianza linealizada de Taylor de Y ∗

dGR se obtiene de υ(y) cambiando yj por

e∗dj = ydj − xT
djβ̂d. Nótese que e∗dj = 0 si j ∈ s y j /∈ Ud a diferencia de los

residuos negativos grandes edj en el caso de ŶdGR. Aśı el estimador GREG de

dominio Ŷ ∗
dGR, será más eficiente que ŶdGR, siempre que el tamaño esperado de

la muestra espećıfica de dominio sea grande.
Särndal et al. (1992), propusieron estimadores GREG de dominio, si se

tiene disponible información auxiliar en forma del vector xj de dimensión p.
Como en los casos anteriores ajustamos un modelos de regresión que describa
la presunta relación entre la variable de interés y las variables auxiliares. Los
valores ajustados ŷj se usan para construir un estimador de regresión conve-
niente. Para el total de dominio (2.21) construimos un estimador como una
suma de valores predichos por regresión más un término de ajuste que involu-
cra los residuos de la regresión. Existen dos alternativas

Ŷdr =
∑
Ud

ŷj +
Nd

N̂d

∑
sd

ejs

πj

(2.27)

donde N̂d =
∑

sd
1/πj, Nd es conocido, ejs = yj − ŷj = yj − xT

j β̂ y β̂ =(∑
s

xjx
T
j

σ2πj

)−1 ∑
s

xjyj

σ2πj
si se asume que las pendientes son iguales en todos los

dominios, aunque es más realista asumir que las pendientes son distintas en

cada dominio. Ante esto asumimos que β̂d =
(∑

sd

xjx
T
j

σ2
dπj

)−1 ∑
sd

xjyj

σ2
dπj

, para

j ∈ Ud, d = 1, · · · , D.
La segunda alternativa es considerar Nd desconocido, entonces, el modelo

de regresión será de la forma

Ŷ
′
dr =

∑
Ud

ŷj +
∑
sd

ejs

πj

. (2.28)

Si en los modelos (2.27) y (2.28),
∑

sd

ejs

πj
= 0, estaŕıamos ante un estimador

sintético y es más conveniente usar (2.28) para la estimación, toda vez que sd

es aleatoria.
La estimación de la media de dominio se sigue inmediatamente sabiendo

que Ydr = NdŶ dr y que Nd es desconocida.

2.1.3. Estimadores directos de dominio modificados

Consideramos estimadores directos que usan valores y de otro dominio,
tales que, permanecen p-insesgados o aproximadamente p-insesgados cuando
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el tamaño de muestra global aumenta. En particular, reemplazamos β̂d en
(2.22) por el coeficiente de regresión global β̂, dado por (2.12), para conseguir

ỸdGR = Ŷd + (Xd − X̂d)
T β̂ =

∑
j∈s

w̃djyj (2.29)

con

w̃dj = wjadj + (Xd − X̂d)

(∑
s

wjxjx
T
j /cj

)−1

(wjxj/cj),

donde adj es la variable indicadora del dominio. El estimador ỸdGR es aproxi-
madamente p-insesgado cuando el tamaño de muestra aumenta, aún cuando
el tamaño del dominio sea pequeño. El estimador modificado (2.29) se puede
ver también como un estimador de calibración

∑
s w̃djyj con pesos bdj = w̃dj

minimizando una distancia Chi-cuadrada
∑

s cj(wjadj − bdj)
2/wj sujeta a las

restricciones
∑

s bdjxj = Xd (Singh y Mian, 1995).
Un estimador tipo razón de (2.29), en el caso de una única variable auxiliar

x con total de dominio conocido Xd, está dado por

ỸdR = Ŷd +
Ŷ

X̂
(Xd − X̂d) (2.30)

Aunque el estimador directo modificado usa información de otro dominio
para estimar los coeficientes de regresión, esto no incrementa el tamaño de
muestra efectiva, a diferencia de los estimadores indirectos.

El estimador GREG modificado (2.30) puede expresarse como

ỸdGR = XT
d β̂ +

∑
j∈sd

wjej. (2.31)

El primer término XT
d β̂ es el estimador de regresión sintético y el segundo

término
∑

j∈sd
wjej corrige aproximadamente el p-sesgo del estimador sintético.

Podemos mejorar ỸdGR reemplazando el estimador expandido (2.31) por un
estimador de razón (Särndal e Hidiroglou, 1989):

ÊdR = Nd

(∑
sd

wjej

) /(∑
sd

wj

)
; (2.32)

Nótese que N̂d =
∑

sd
wj. El estimador resultante

ỸdGR(m) = XT
d β̂ + ÊdR, (2.33)

sin embargo, está afectado por el sesgo de razón cuando el tamaño de muestra
del dominio es pequeño, a diferencia de ỸdGR.
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Un estimador de la varianza por linealización de Taylor de ỸdGR se obtiene
de v(y) cambiando yj por adjej:

vL(ỸdGR) = v(ade) (2.34)

Este estimador de la varianza es válido incluso cuando el tamaño de la muestra
del área pequeña es pequeña, con tal de que el tamaño de la muestra global
sea grande.

2.1.4. Estimadores sintéticos

Los estimadores directos conducen a errores estándar grandes inaceptables
debido a muestras excesivamente pequeñas de las áreas pequeñas de interés;
de hecho, puede ocurrir que en la muestra no se incluya ninguna unidad de
algún dominio pequeño de interés. Esto hace necesario hallar estimadores indi-
rectos que incrementen el tamaño de muestra efectivo y aśı disminuir el error
estándar. Este tipo de estimadores reciben el nombre de estimadores indirectos
de dominio y están basados en modelos impĺıcitos que proporcionan un enla-
ce para áreas pequeñas relacionadas. Los estimadores que consideraremos bajo
esa denominación incluye a los estimadores sintéticos, estimadores combinados
y los estimadores de James-Stein.

Un estimador se llama sintético, si un estimador directo apropiado para un
área grande, que cubre varias áreas pequeñas, se usa para obtener un estimador
indirecto para un área pequeña bajo el supuesto que las áreas pequeñas tienen
las mismas caracteŕısticas que el área grande (Gonzalez, 1973).

Sin información auxiliar

Supongamos que no disponemos de información auxiliar poblacional y que
estamos interesados en estimar la media del área pequeña Y d. En este caso un
estimador sintético de Y d está dado por

Ŷ dS = Ŷ =
Ŷ

N̂
(2.35)

donde Ŷ es el estimador directo de la media de la población global Y , Ŷ =∑
s wjyj y N̂ =

∑
s wj. El sesgo bajo el diseño de Ŷ dS es aproximadamente

igual a Y − Y d el cual es relativamente pequeño para Y d si Y d ≈ Y . En el
último modelo impĺıcito, en el cual se satisface que la media del área pequeña
es aproximadamente igual a la media global, el estimador sintético será muy
eficiente porque su error cuadrático medio (ECM) será pequeño. Por otro lado,
puede ocurrir que sea sesgado si existen fuertes efectos individuales por áreas,
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los cuales, a su vez, pueden conducir a un ECM grande. La condición Y d ≈ Y
puede relajarse a Y d ≈ Y (r) donde Y (r) es la media de un área grande (región)

que cubre el área pequeña. En este caso, usamos Ŷ dS = Ŷ (r) donde Ŷ (r) es el

estimador directo regional. El sesgo bajo el diseño de Ŷ (r) es aproximadamente
igual Y (r)− Y d el cual es relativamente despreciable para Y d.

Con información auxiliar

Si tenemos disponible información auxiliar espećıfica del dominio en forma
de totales Xd, entonces el estimador de regresión sintético XT

d β̂, puede usarse
como un estimador del total de dominio Yd:

ŶdGRS = XT
d β̂, (2.36)

donde β̂ está dado por (2.12). El sesgo bajo el diseño de ŶdGRS es aproximada-

mente igual a XT
d β̂ − Yd, donde β̂ = (

∑
U xjx

T
j /cj)

−1(
∑

U xjyj/cj) es el coefi-
ciente de regresión de la población. Este sesgo es relativamente pequeño para Yd

si el coeficiente de regresión del dominio β̂d = (
∑

Ud
xjx

T
j /cj)

−1(
∑

Ud
xjyj/cj)

está próximo a β̂ y Yd = XT
d β̂d. La condición anterior Yd = XT

d β̂d se satisface
si cj = νTxj para algún vector columna constante ν. Aśı el estimador de regre-
sión sintético será muy eficiente cuando el área pequeña d no muestre efectos
individuales fuertes con respecto al coeficiente de regresión. Los estimadores
sintético s ŶdGRS tendrán suma igual al estimador directo GREG ŶGR = XT β̂
cuando cj = νTxj.

Un caso especial de (2.36) es el estimador de razón sintético en el caso de
una única variable auxiliar x. Se obtiene haciendo cj = xj en (2.36) y está dado
por

ŶdRS = Xd
Ŷ

X̂
.

El sesgo bajo el diseño de ŶdRS respecto a Yd es aproximadamente igual a
Xd(R − Rd)/Yd que será pequeño si la razón de área espećıfica Rd = Yd/Xd

está próxima a la razón global R = Y/X. El estimador de razón sintético

ŶdRS cumple la propiedad aditiva, es decir, la suma de los totales estimados de
dominio es igual al estimador directo de razón ŶR = (Ŷ /X̂)/X.

Si los tamaños Ndg de los post-estratos de dominio son conocidos para los
post-estratos g = 1, · · · , G, entonces un estimador sintético se obtiene como
un caso especial de ŶdGRS haciendo xj = (x1j, · · · , xGj) con xgj = 1 si j ∈ Ug

y xgj = 0 en otro caso, es decir

ŶdS/C =
∑

g

Ndg
Ŷ·g
N̂·g

, (2.37)
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donde Ŷ·g y N̂·g son estimadores del total del post-estrato Y·g y el tamaño N·g
(National Center for Health Statistics, 1968). Si yj = 1 ó 0, entonces se obtiene
de (2.37) un estimador sintético de la proporción Pd como

P̂dS/C =

(∑
g

NdgP̂·g

)/(∑
g

Ndg

)
, (2.38)

donde P̂·g es el estimador directo de la proporción P·g del g-ésimo post-estrato.

Más generalmente, un estimador de razón sintético se obtiene de los totales
de celdas Xdg de las variables auxiliares conocidas. Haciendo xgj = xj si j ∈ Ug

y xgj = 0 en otro caso en (2.36), conseguimos

ŶdS/R =
∑

g

Xdg
Ŷ·g
X̂·g

, (2.39)

donde X̂·g =
∑

s·g wjxj (Ghangurde and Singh, 1977). El sesgo bajo el diseño de

ŶdS/R es aproximadamente igual a
∑

g Xdg(Y·g/X·g−Ydg/Xdg) =
∑

g Xdg(R·g−
Rdg).

Se han obtenido estimadores sintéticos alternativos, en el contexto de la
post-estratificación, cambiando N̂·g por N·g en (2.37) y X̂·g por X·g en (2.39)

ỸdS/C =
∑

g

Ndg
Ŷ·g
N·g

(2.40)

y

ỸdS/R =
∑

g

Xdg
Ŷ·g
X·g

(2.41)

(Purcell y Linacre, 1976; Singh y Tessier, 1976). En muestras grandes, los
estimadores sintéticos alternativos son menos eficientes que (2.37) y (2.39)

cuando Ŷ·g y X̂·g (o N̂·g) están correlados positivamente, como en el caso de

estimador de razón Ŷ /X̂ comparado con el estimador expandido de Ŷ .

Es interesante notar que el método sintético puede usarse también cuando
el muestreo no es complicado. Supongamos que Y es conocido, pero no Yd, de
alguna fuente administrativa y que Xd y X son también conocidos. Entonces
un estimador sintético de Yd puede tomarse como (Xd/X)Y , cuyo sesgo relativo
para Yd será pequeño cuando Rd ≈ R. Este estimador no es un estimador en
el sentido usual de una cantidad aleatoria.
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Estimador sintético de regresión-ajustado

El estimador sintético de regresión ajustado (Levy, 1971), intenta respon-
der a la variación local combinando covariables de área espećıfica con un
estimador sintético. Las covariables zd para modelar el sesgo relativo Bd =

(Y d − Ŷ dS)/Ŷ dS asociado con el estimador sintético Ŷ dS de la media Y d:

Bd = γ0 + γTzd + εd,

donde los γ son los parámetros de regresión y εd es un error aleatorio. Dado que
Bd es no observable, el modelo de regresión se ajusta por mı́nimos cuadrados

para estimar el valor del sesgo B̂a = (Ŷ a − Ŷ aS)/Ŷ aS para áreas grandes

(a = 1, · · · , A) usando un estimador directo apropiado Ŷ a y un estimador

sintético Ŷ aS. Denotando los estimadores de mı́nimos cuadrados resultantes
como γ̂0 y γ̂, estimamos Bd como γ̂0 + γ̂Tzd que, a su vez, lleva al estimador
de regresión ajustado de Y d:

Ŷ dS(a) = Ŷ dS(1 + γ̂0 + γ̂Tzd). (2.42)

Nótese que B̂a es un estimador apropiado de Ba = (Y a − Ŷ aS)/Ŷ aS.

Estimación del ECM de un estimador sintético

La varianza bajo el diseño de un estimador sintético ŶdS será pequeña
con respecto a la varianza bajo el diseño de un estimador directo Ŷd porque
depende solamente de la presición del estimador directo a un nivel de área
grande. La varianza bajo el diseño se estima sin dificultad usando los métodos
estándar basados en el diseño, pero es más dif́ıcil estimar el ECM de ŶdS. Por
ejemplo, la varianza bajo el diseño del estimador sintético de razón (2.39) o el
estimador sintético de frecuencias (2.37) pueden estimarse usando el método
de linealización de Taylor, la varianza bajo el diseño del estimador general de
regresión sintética ŶdGRS = XT β̂ puede estimarse usando el resultado de Fuller
(1975), sobre la matriz de covarianzas de una muestra grande de β̂ o usando
un método de remuestreo tal como jackknife.

Un estimador aproximadamente insesgado bajo el diseño del ECM de ŶdS

puede obtenerse usando un estimador directo insesgado bajo el diseño Ŷd. Te-
nemos

ECMp(ŶdS) = Ep(ŶdS − Yd)
2

= Ep(ŶdS − Ŷd + Ŷd − Yd)
2

= Ep(ŶdS − Ŷd)
2 − Vp(Ŷd) + 2Cov(ŶdS, Ŷd)
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= Ep(ŶdS − Ŷd)
2 − Vp(ŶdS − Ŷd) + Vp(ŶdS). (2.43)

Ahora se sigue de (2.43) que un estimador aproximadamente insesgado bajo el

diseño de ECMp(ŶdS) es

ecm(Ŷds) = (Ŷds − Ŷd)
2 − v(Ŷds − Ŷd) + v(Ŷds) (2.44)

donde v(·) es un estimador insesgado bajo el diseño de Vp(·); por ejemplo, un
estimador jackknife. El estimador (2.44), sin embargo, puede ser muy inestable
y puede tomar valores negativos. Por consiguiente, es costumbre promediar el
ECM del estimador sobre áreas pequeñas (d = 1, · · · , D) que pertenecen a un
área grande para conseguir un estimador estable (Gonzalez y Waksberg, 1973).

Sea Ŷ dS = ŶdS/Nd tal que ecm(Ŷ dS) = ecm(ŶdS)/N2
d . Tomamos el promedio

de ecm(Ŷ dS) sobre d como un estimador de ECM(Ŷ dS) para que consigamos

ecma(ŶdS) = N2
d ecma(Ŷ dS) como un estimador de ECM(ŶdS), donde

ecma(Ŷ dS) =
1

D

∑

d

1

N2
d

(ŶdS− Ŷd)
2− 1

D

∑

d

1

N2
d

v(ŶdS− Ŷd)+
1

D

∑

d

1

N2
d

v(ŶdS).

(2.45)
Pero tal medida global de incertidumbre puede ser engañosa dado que se refiere
al promedio del ECM en lugar del ECM de área espećıfica.

Una buena aproximación de (2.44) está dada por

ecm(Ŷ dS) ≈ (ŶdS − Ŷd)
2 − v(Ŷd), (2.46)

notando que la varianza del estimador sintético Ŷ dS es pequeño con respecto

a la varianza del estimador directo Ŷ d. Usando la aproximación (2.46)

ecma(Ŷ dS) ≈ 1

D

∑

d

1

N2
d

(ŶdS − Ŷd)
2 − 1

D

∑

d

1

N2
d

v(Ŷd). (2.47)

Marker(1995), propuso un método simple para obtener un estimador del

ECM de ŶdS para área espećıfica. Usó el supuesto que el cuadrado del sesgo

bajo el diseño B2
p(Ŷ dS) es aproximadamente igual al promedio del cuadrado

del sesgo:

B2
p(Ŷ dS) ≈ 1

D

∑

d

B2
p(Ŷ dS) = B2

a(Ŷ dS) (2.48)

el promedio del cuadrado del sesgo puede ser estimado como

b2
a(Ŷ dS) = ECMa(Ŷ dS)− 1

D

∑

d

v(Ŷ dS), (2.49)
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notando que el promedio del ECM = varianza promedio + promedio (sesgo)2.

El estimador de la varianza v(Ŷ dS) = v(ŶdS)/N2
d se obtiene realmente usando

métodos tradicionales como indicamos antes. Ahora se sigue bajo el supuesto
(2.48) que el ECMp(YdS) puede obtenerse como

ecmM(ŶdS) = v(ŶdS) + N2
d b2

a(Ŷ dS), (2.50)

la cual es espećıfica de área si v(ŶdS) depende del área. Sin embargo, el supuesto
(2.48) no se satisface para áreas que exhiben efectos individuales fuertes. No
obstante, (2.50) es una mejora sobre la medida global (2.47), con tal de que
el término de la varianza domine el término del sesgo en (2.50). Nótese que

ambos ECMM(ŶdS) y ECMa(ŶdS) requieren el tamaño del dominio, Nd.

2.1.5. Estimadores combinados

Una manera natural de balancear el sesgo potencial de un estimador sintéti-
co, digamos Ŷd2, frente a la inestabilidad de un estimador directo, digamos Ŷd1,
consiste en ponderar los pesos de Ŷd1 y Ŷd2. Tal estimador combinado del total
Yd del área pequeña puede escribirse como

ŶdC = φdŶd1 + (1− φd)Ŷd2, (2.51)

para una elección apropiada del peso φd(0 ≤ φd ≤ 1). Muchos de los estima-
dores propuestos en la literatura, bajo el diseño y bajo el modelo, tienen la
forma combinada (2.51).

Estimador combinado Óptimo

El ECM bajo el diseño de un estimador combinado está dado por

ECMp(ŶdC) = φ2
dECMp(Ŷd1) + (1− φd)

2ECMpŶd2

+2φd(1− φd)Ep(Ŷd1 − Yd)(Ŷd2 − Yd). (2.52)

Minimizando (2.44) con respecto a φd, conseguimos el peso óptimo φd como

φ∗d =
ECMp[Ŷd2 − Ep(Ŷd1 − Yd)(Ŷd2 − Yd)]

ECMp(Ŷd1) + ECMp(Ŷd2)− 2Ep(Ŷd1 − Yd)(Ŷd2 − Yd)

≈ ECMp(Ŷd2)

ECMp(Ŷd1) + ECMp(Ŷd2)
, (2.53)



2.1. ESTIMACIÓN BASADA EN EL DISEÑO 33

asumiendo que el término de la covarianzas Ep(Ŷd1− Yd)(Ŷd2− Yd) es relativa-

mente pequeño respecto a ECMp(Ŷd2). La aproximación óptima φ∗d, dada por
(2.53), está en el intervalo [0, 1].

Los pesos óptimos aproximados φ∗d dependen solamente de la razón de los
errores cuadráticos medios:

φ∗d = 1/(1 + Fd), (2.54)

donde Fd = ECMp(Ŷd1)/ECMp(Ŷd2). Además, el ECM de ŶdC con pesos ópti-
mos φ∗d se reduce a

ECM∗
p(ŶdC) = φ∗dECMp(Ŷd1) = (1− φ∗d)ECMp(Ŷd2). (2.55)

Se sigue ahora de (2.55) que la reducción en ECM alcanzada por el estimador
óptimo, relativo al más pequeño de los ECM de las componentes del estimador
está dado por φ∗d si 0 ≤ φ∗d ≤ 1/2, e igual a 1 − φ∗d si 1/2 ≤ φ∗d ≤ 1. Aśı la
reducción máxima del 50% se obtiene cuando φ∗d = 1/2 o Fd = 1.

La razón de ECMp(ŶdC) con un peso fijo φd y ECMp(Ŷd2) puede expresarse
como

ECMp(ŶdC)

ECMp(Ŷd2)
= (Fd + 1)φ2

d − 2φd + 1. (2.56)

Schaible (1978), estudió el comportamiento de la razón del ECM (2.56)
como una función de φd para valores seleccionados de Fd(= 1, 2, 6). Sus resul-
tados sugieren que desviaciones regulares de los pesos óptimos φ∗d no producen
incrementos significativos en el ECM del estimador combinado, es decir, la
curva (2.56) es bastante monótona en el entorno del peso óptimo. Más aún, la
reducción en ECM y el rango de φd para el cual el estimador combinado tiene
un ECM más pequeño que cualquier componente del estimador, dependiendo
ambos del tamaño de Fd. Cuando Fd es cercano a uno, conseguimos la mayor
ventaja en términos de ambas situaciones.

Es fácil mostrar que ŶdC es mejor que cualquier estimador combinado en
términos del ECM cuando max(0, 2φ∗d − 1) ≤ φd ≤ min(2φ∗d, 1). El último
intervalo se reduce al rango completo 0 ≤ φd ≤ 1 cuando Fd = 1, y se reduce
más cuando Fd se desv́ıa de uno. El peso óptimo φ∗d será cercano a cero o uno
cuando una de las componentes del estimador tenga más grande ECM que las
otras, es decir, cuando Fd sea grande o pequeña. En este caso, el estimador con
ECM grande proporciona poca información y por consiguiente es mejor usar,
preferentemente, la componente del estimador con ECM pequeño, al estimador
combinado.

En la práctica, usamos un supuesto a priori del valor óptimo de φ∗d o una es-

timación de φ∗d de los datos muestrales. Asumiendo que el estimador directo Ŷd1
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es p-insesgado o aproximadamente p-insesgado cuando el tamaño de la muestra
global crece, podemos estimar el peso óptimo (2.53) usando (2.46). Sustitui-

mos el estimador ECM(Ŷd2) dado por (2.46) para el numerador ECMp(Ŷd2) y

(Ŷd2 − Ŷd1)
2 para el denominador ECMp(Ŷd1) + ECMp(Ŷd2):

φ̂∗d =
ECM(Ŷd2)

(Ŷd2 − Ŷd1)2
. (2.57)

Pero este estimador de φ∗d puede ser muy inestable. Una manera de superar

esta dificultad es promediar los pesos estimados φ̂∗d sobre varias variables o
áreas “similares” o ambos. El estimador combinado resultante debe funcionar
bien en vista de la insensibilidad a las desviaciones de los pesos óptimos.

Estimadores dependientes del tamaño de muestra

Los estimadores dependientes del tamaño de la muestra (SSD) son estima-
dores combinados con pesos simples φd que dependen solamente de las frecuen-
cias de dominios N̂d y Nd o los totales de dominios X̂d y Xd de una variable
auxiliar x. Estos estimadores fueron originalmente diseñados para manejar do-
minios para los cuales el tamaño de muestra esperada es bastante grande para
hacer que el estimador directo satisfaga los requerimientos de bondad cuando
el tamaño de muestra realizado exceda el tamaño de muestra esperado (Drew,
Singh y Couldhry, 1982).

Drew, Singh y Couldhry (1982), propusieron un estimador SSD que usa los
pesos

φd(S1) =

{
1, si N̂d/Nd ≥ δ;

N̂d/(δNd), si N̂d/Nd < δ.
(2.58)

donde N̂d =
∑

sd
wj es el estimador directo expandido de Nd y δ se escoge sub-

jetivamente para controlar la distribución del estimador sintético. La forma de
N̂d se incrementa con el tamaño de la muestra del dominio. Otra selección de
φd se obtiene sustituyendo X̂d/Xd por N̂d/Nd en (2.58). Bajo esta selección,
Drew et al. (1982), usaron el estimador de razón post-estratificado (2.26) co-

mo el estimador directo Ŷd1 y el estimador de razón sintético (2.39) como el

estimador Ŷd2. El estimador directo (2.26), sin embargo, está afectado por el
sesgo de la razón a menos que el tamaño de la muestra del dominio no sea
pequeña. Para evitar el sesgo de la razón, podemos usar el estimador directo
modificado Ŷd +

∑
g(Xdg − X̂dg)(Ŷg/X̂g) cuyo p-sesgo tiende a cero cuando el

tamaño de la muestra global se incrementa, incluso si el tamaño de la mues-
tra del dominio es pequeña. Generalmente, podemos usar el estimador GREG
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modificado Ŷd +(Xd− X̂d)
T β̂ como el estimador directo y el estimador sintéti-

co de regresión XT
d β̂ aśı como el estimador sintético junto con φd(S1). Una

alternativa de uso general de δ es δ = 1.
Särndal e Hidiroglou (1989), propusieron el “estimador de regresión amorti-

guado” el cual se obtiene del estimador GREG modificado en la fórmula (2.33)

amortiguando el efecto del componente directo
∑

sd
wjej cuando N̂d < Nd.

Está dado por

ŶdDR = XT
d β̂ + (N̂d/Nd)

H−1
∑
sd

wjej (2.59)

con H = 0 si N̂d ≥ Nd y H = h si N̂d < Nd, donde h es una constante conve-
nientemente elegida. Este estimador puede escribirse como un estimador com-
binado con el estimador GREG modificado mejorado XT

d β̂+(Nd/N̂d)
∑

sd
wjej

como el estimador directo y XT
d β̂ como el estimador sintético junto con los pe-

sos

φd(S2) =

{
1, si N̂d/Nd ≥ 1;

(N̂d/Nd)
h, si N̂d/Nd < 1.

(2.60)

Una elección de h de uso general es h = 2.
Para estudiar la naturaleza de los pesos φd(S1), consideremos el caso es-

pecial de muestreo aleatorio simple. En este caso, N̂d = N(nd/n). Tomando
δ = 1 en (2.58), se sigue ahora que φd(S1) = 1 si nd es por lo menos tan grande
como E(nd) = n(Nd/N). Por tanto, el estimador SSD no puede usar informa-
ción auxiliar de otros dominios incluso cuando E(nd) no sea bastante grande

para hacer fiable el estimador directo. Por otro lado, cuando N̂d < Nd, el peso
φd(S1) = N̂d/Nd decrece cuando nd decrece. Como resultado, se da mayor peso

al componente sintético cuando nd decrece. Aśı en el caso N̂d < Nd el peso
φd(S1) se comporta bien, a diferencia del caso en que N̂d ≥ Nd. Similar comen-
tario aplica para el estimador SSD basado en el peso φd(S2). Otra desventaja
de estimadores SSD es que los pesos no toman en cuenta el tamaño relativo
de la variación entre áreas a la variación en las áreas para la caracteŕıstica de
interés. Es decir, todas las caracteŕısticas reciben el mismo peso sin tener en
cuenta sus diferencias respecto a la heterogeneidad entre áreas.

Los estimadores generales SSD proporcionan consistencia cuando se agre-
gan otras caracteŕısticas porque se usan los mismos pesos. Sin embargo, su
suma no iguala a la de un estimador directo para un nivel de área grande. Una
adaptación de razón simple da

ŶdC(a) =
ŶdC∑
d ŶdC

ŶGR. (2.61)
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El estimador ajustado ŶdC(a) satisface la propiedad aditiva para el estimador

director ŶGR para un nivel de área grande.

Los estimadores SSD con pesos φd(S1) pueden ser vistos como estimadores
de calibración

∑
s w∗

djyj minimizando la distancia chi-cuadrada

∑
s

∑
j∈s

cj[wjadjφd(S1)− b∗dj]
2/wj (2.62)

sujeta a las restricciones
∑

j∈s b∗djxj = Xd, d = 1, · · · , D, donde adj es la varia-
ble indicadora de dominio y cj es una constante especificada, j ∈ s, es decir, el
b∗dj “óptimo” es igual a w∗

dj. Usando esta medida de distancia, calibramos los
pesos amortiguados wjadjφd(S1) en lugar de los pesos originales wjadj. Singh
y Mian (1995), usaron el enfoque de calibración para tomar en cuenta dife-
rentes conjuntos de restricciones simultáneamente. Por ejemplo, la restricción
aditiva

∑
d

∑
j∈s b∗djyj = ŶGR puede ser introducida desde el principio con las

restricciones previas
∑

j∈s b∗djxj = Xd, d = 1, · · · , D. Nótese que los pesos de
calibración w∗

dj para todas las áreas pequeñas bajo consideración son obtenidos
simultáneamente usando este enfoque.

La estimación del ECM de los estimadores SSD se encuentra con dificulta-
des similares a aquellas para el estimador sintético y el estimador combinado
óptimo. Una aproximación ad hoc para la estimación de la varianza es usar el
estimador de la varianza del estimador directo modificado Ŷd+(Xd−X̂d)

T β̂, es
decir, v(ade), como un sobreestimador de la varianza verdadera del estimador
SSD usando cualquiera de φd(S1) o φd(S2) como los pesos ligados al estimador
directo (Särndal e Hidiroglou, 1989). Otro enfoque es tratar los pesos φd(S1)
como fijos y estimar la varianza como (φd(S1))2v(ade) notando que la varianza

de la componente sintética XT
d β̂ es relativamente pequeña respecto a la va-

rianza de la componente directa. Este estimador de la varianza sobreestima la
varianza verdadera, a diferencia de v(ade). Pueden usarse también, sin dificul-
tad, métodos de remuestreo, tales como jackknife, para obtener un estimador
de la varianza.

2.1.6. Método de James-Stein

Peso común

Otra aproximación para la estimación combinada consiste en usar un peso
común, φd = φ, y entonces minimizar el ECM total,

∑
d ECMp(ŶdC), con

respecto a φ (Purcell y Kish, 1979). Esto garantiza una buena estimación para
el grupo de áreas pequeñas en conjunto pero no necesariamente para cada una
de las áreas pequeñas en el grupo.
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Tenemos

∑

d

ECMp(ŶdC) ≈ φ2
∑

d

ECMp(Ŷd1) + (1− φ)2
∑

d

ECMp(Ŷd2). (2.63)

Minimizando (2.63) con respecto a φ da el valor óptimo

φ∗ =

∑
d ECMp(Ŷd2)∑

d[ECMp(Ŷd1) + ECMp(Ŷd2)]
. (2.64)

Suponiendo que tomamos Ŷd1 como el estimador directo de Ŷd y Ŷd2 como
el estimador sintético ŶdS. Se sigue ahora de (2.46) que φ∗ puede estimarse
como

φ̂∗ =

∑
d[(ŶdS − Ŷd)

2 − v(Ŷd)]∑
d(ŶdS − Ŷd)2

= 1−
∑

d v(Ŷd)∑
d(Ŷds − Ŷd)2

. (2.65)

El estimador φ̂∗ es realmente fiable, a diferencia de φ̂d

∗
dado por (2.57), porque

agrupamos sobre varias áreas pequeñas. Sin embargo, el uso de pesos comunes
puede no ser razonable si las varianzas individuales V (Ŷd), vaŕıan considera-
blemente.

El estimador combinado basado en φ̂d

∗
es similar al estimador de James-

Stein (J-S), quien ha atráıdo mucho la atención en la corriente dominante de
la literatura estad́ıstica. Ver Efron y Morris (1972a, 1973, 1975) y Brandwein
y Strawderman (1990), para un tratamiento más extenso de este método.

Varianzas iguales ψd = ψ

En el caso especial de igual varianzas de muestreo, ψd = ψ, el estimador
J-S de θd está dado por

θ̂d,JS = θ0
d +

[
1− (D − 2)ψ

S

]
(θ̂d − θ0

d), D ≥ 3, (2.66)

asumiendo θ0 como fijo, donde S =
∑

d(θ̂d − θ0
d)

2. Si θ0
d es el predictor de

mı́nimos cuadrados entonces reemplazamos D − 2 por D − p − 2 en (2.66),
donde p es el número de parámetros estimados en la ecuación de regresión.
Nótese que (2.66) puede expresarse también como un estimador combinado

con peso φ̂JS = 1− [(D− 2)ψ]/S ligado a θ̂d y 1− φ̂JS al θ0
d supuesto a priori.

El estimador J-S es llamado también un estimador de reducción porque reduce
el estimador directo θ̂d hacia el θ0

d supuesto inicialmente.
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Varianzas desiguales ψd

Ahora consideremos al caso de varianzas muestrales conocidas pero desigua-
les ψd. Una manera sencilla de generalizar el método de James-Stein consiste

en definir δ̂d = θ̂d/
√

ψd tal que δ̂d
ind∼ N(δd, 1) y δ0

d = θ0
d/
√

ψd es el valor inicial
supuesto de δd. Podemos aplicar (2.66) a los datos transformados y entonces
retransformar hacia atrás a las coordenadas originales. Esto conduce a

θ̂d,JS = θ0
d +

(
1− D − 2

S̃

)
(θ̂d − θ0

d), D ≥ 3, (2.67)

donde S̃ =
∑

d(θ̂d − θ0
d)/ψd. El estimador (2.67) domina al estimador directo

θ̂d en términos del ECM ponderado con pesos 1/ψd, pero no en términos del
ECM total: ∑

d

1

ψd

ECMp(θ̂d,JS) <
∑

d

1

ψd

ECMp(θ̂d). (2.68)

Es más, da el peso común φ̃JS = 1− (D − 2)/S̃ a θ̂d y 1− φ̃JS al valor inicial

supuesto θ0
d, es decir, cada θ̂d se aproxima hacia el valor inicial supuesto θ0

d por
el mismo factor φ̃JS. Esto no resulta atrayente para el usuario como en el caso
del estimador combinado con pesos φ̂∗ dado por (2.65). Nos gustaŕıa tener una
mayor reducción del ψd que es más grande.

Extensiones de los estimadores J-S

Varias extensiones de los métodos J-S se han estudiado en la literatura. En
particular, la dominación de los resultados influyentes bajo simetŕıa esférica
o más generalmente para distribuciones eĺıpticas de θ̂ las cuales incluyen las
distribuciones normal, t-student y doble exponencial (ver Bradwein y Straw-
derman, 1990; Srivastava y Bilodeau, 1989), y para las distribuciones de la
familia exponencial (Ghosh y Auer, 1983).
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2.2. Estimación basada en modelos

2.2.1. Introducción

Las estimaciones basadas en muestreo en poblaciones finitas clásico, son
t́ıpicamente inestables debido a los tamaños de muestra pequeño que involu-
cra. Esta deficiencia ha conducido al desarrollo de estimaciones basadas en
modelos, los cuales usan información de otras áreas locales relacionadas, pa-
ra obtener estimaciones que son más exactas. Uno de los primeros de estos
procedimientos fue una aproximación sintética basada en el modelo, propuesta
por González (1973), el cual fue subsecuentemente usado por González y Hoza
(1978). Sin embargo, se reconoce ahora que tal metodoloǵıa produce estimacio-
nes con una tendencia a ser modelo-sesgadas y las medidas de incertidumbre
asociada son engañosas. En las últimas décadas se han desarrollado otros pro-
cedimientos basados en modelos para estimar parámetros de áreas pequeñas
que usan información de otras áreas relacionadas, entre estas técnicas se en-
cuentran las aproximaciones basadas en bayes emṕırico y jerárquico. Ghosh y
Rao (1994) revisaron la técnicas disponibles para la estimación de áreas pe-
queñas y mostraron que las estimaciones de áreas pequeñas basadas en bayes
emṕırico y jerárquico, no tienen ninguno de los problemas indeseables asocia-
dos con las estimaciones obtenidas usando aproximaciones clásicas insesgadas
o sintéticas.

Uno de los primeros usos de métodos de bayes emṕırico basados en modelos
lineales para estimación de áreas pequeñas fue el de Fay y Herriot (1979).
También se han propuesto estimadores de bayes jerárquico basados en modelos
lineales. Datta y Ghosh (1991) presentaron una teoŕıa bayesiana unificada para
los modelos lineales mixtos con énfasis particular en la estimación de áreas
pequeñas.

Los métodos tradicionales de estimación indirecta, están basados en mo-
delos impĺıcitos que proporcionan un enlace para relacionar áreas pequeñas
mediante datos suplementarios. Consideremos ahora los modelos expĺıcitos de
áreas pequeñas que tienen en cuenta la variación espećıfica entre áreas. En
particular, introduciremos modelos mixtos que incluyen efectos aleatorios de
área, que consideran, además, la variación entre áreas explicada por las varia-
bles auxiliares incluidas en el modelo.

Algunas ventajas del uso de modelos en la fase de estimación son las si-
guientes: pueden usarse modelos de diagnóstico para hallar modelos apropiados
que se ajusten bien a los datos; pueden asociarse medidas de presición de área
espećıfica con cada estimación de área pequeña, a diferencia de las medidas
globales (totales o promedios sobre áreas pequeñas) con frecuencia usadas con
estimaciones sintéticas; pueden usarse modelos lineales mixtos aśı como mo-
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delos no lineales , tales como modelos de regresión loǵıstica y modelos lineales
generalizados con efectos aleatorios de área; pueden manejarse también es-
tructuras de datos complejos, tales como dependencia espacial y estructuras
en series de tiempo y pueden utilizarse recientes desarrollos metodológicos para
modelos de efectos aleatorios para lograr inferencias exactas de áreas pequeñas.

Aunque presentamos una variedad de modelos para estimación en áreas
pequeñas en este caṕıtulo, es importante notar que el especialista de la ma-
teria o los usuarios finales deben tener influencia en la elección de modelos,
particularmente sobre la introducción de variables auxiliares. También, el éxi-
to de cualquier método basado en el modelo depende de la disponibilidad de
buenos datos auxiliares. Debe prestarse más atención, por consiguiente, a la
compilación de variables auxiliares que sean buenas predictoras de las variables
estudiadas.

Los modelos estudiados pueden clasificarse en dos grandes grupos:

(i) Modelos de nivel de área, que relacionan las medias de área pequeña con
las variables auxiliares de área espećıfica. Estos modelos son esenciales
si no disponemos de datos a nivel de unidad.

(ii) Modelos de nivel unidad, que relacionan los valores de la variable de es-
tudio a nivel de unidad con las variables auxiliares de unidad espećıfica.

Destacaremos algunos modelos que permiten obtener mejores predictores
emṕıricos lineales insesgados, conocidos como EBLUP y estimadores de bayes
emṕıricos (BE) y de bayes jerárquicos (BJ). Para implementar BJ, se nece-
sitan supuestos adicionales sobre los parámetros del modelo, en la forma de
distribuciones a priori. Se incluyen en el presente trabajo los modelos mixtos,
es decir, aquellos que incluyen ambas variables auxiliares de nivel unidad y
nivel de área.

2.2.2. Modelo básico de nivel de área (Tipo A)

Asumamos que θd = g(Y d), para alguna g(·) especificada, está relacionada
con los datos auxiliares de área espećıfica zd = (z1d, · · · , zpd)

T a través de un
modelo lineal

θd = zT
d β + bdvd, d = 1, · · · , D, (2.69)

donde los bd son constantes positivas conocidas y β = (β1, · · · , βp)
T es el vector

de p×1 coeficientes de regresión. Además, los vd son efectos aleatorios de área
asumidos como independientes e idénticamente distribúıdos (iid) con

Em(vd) = 0, Vm(vd) = σ2
v (≥ 0), (2.70)
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donde Em denota la esperanza bajo el modelo y Vm la varianza bajo el modelo.

Denotamos este supuesto como vd
iid∼N(0, σ2

v). Con frecuencia se usa también
el supuesto de normalidad de los efectos aleatorios vd, pero es posible hacer
inferencias “robustas” relajando este supuesto. El parámetro σ2

v es una me-
dida de homogeneidad de las áreas después de considerar las covariables zd.
En algunas aplicaciones, no todas las áreas pequeñas son seleccionadas en la
muestra. Supongamos que tenemos D áreas en la población y solamente son
seleccionadas d áreas en la muestra. Asumimos un modelo de la forma (2.69)
para la población, es decir, θd = zT

d β + bdvd, d = 1, · · · , D. Además asuma-
mos que la muestra de áreas obedece al modelo de la población, es decir, el
sesgo está ausente en la selección de la muestra de áreas para que (2.69) se
cumpla para las áreas muestreadas.

Para hacer inferencias acerca de las medias de áreas pequeñas Y d bajo el

modelo (2.69), asumamos que disponemos de estimadores directos Ŷ d. Como
en el método de James-Stein, asumimos que

θ̂d = g(Ŷ d) = θd + ed, d = 1, · · · , D, (2.71)

donde los errores de muestreo ed son independientes con

Ep(ed|θd) = 0, Vp(ed|θd) = ψd. (2.72)

Es costumbre asumir también que las varianzas muestrales, ψd, son conocidas.
Los anteriores supuestos pueden ser muy restrictivos en algunas aplicaciones.
Por ejemplo, el estimador directo θ̂d puede ser sesgado bajo el diseño para
θd si g(·) es una función no lineal y el tamaño de la muestra de área nd es
pequeño. El supuesto de varianza conocida ψd puede relajarse estimando ψd

de los datos de la muestra de nivel unidad y entonces suavizamos las varianzas
estimadas ψ̂d para conseguir una estimación más estable de ψd. También se
asume con frecuencia la normalidad del estimador θ̂d, pero no puede ser tan
restrictiva como la normalidad de los efectos aleatorios debido al efecto del
teorema central del ĺımite en θ̂d.

Combinando (2.69) y (2.71) obtenemos el modelo

θ̂d = zT
d β + bdvd + ed, d = 1, · · · , D, (2.73)

Nótese que (2.73) incluye errores inducidos por el diseño ed aśı como errores
del modelo vd. Asumimos que ed y vd son independientes. El modelo (2.73) es
un caso especial de un modelo lineal mixto.

El supuesto Ep(ed|θd) = 0 en el modelo de muestreo (2.71) puede no ser
válido si el tamaño de muestra nd en el área d es pequeña y θd es una función
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no lineal del total Yd, incluso si el estimador directo es insesgado bajo el diseño.
Un modelo de muestreo más realista está dado por

Ŷd = Yd + e∗d, d = 1, · · · , D, (2.74)

con Ep(e
∗
d|Yd) = 0, es decir, Ŷd es insesgado bajo el diseño para el total Yd. En

este caso los modelos de muestreo y de enlace no coinciden. Como resultado,
no podemos combinar (2.74) con el modelo de enlace (2.69) para producir un
modelo lineal mixto de la forma (2.73). Por lo tanto, los resultados estándar
en teoŕıa de modelos lineales mixtos no se aplican.

Consideremos ahora varias extensiones del modelo básico de nivel de área
(2.73)

Modelo Multivariante de Fay-Herriot

Supongamos que tenemos un vector de r × 1 estimadores de una encuesta
θ̂d = (θ̂d1, · · · , θ̂dr)

T y

θ̂d = θd + ed, d = 1, · · · , D, (2.75)

donde θd = (θd1, · · · , θdr)
T con θdj = gj(Y dj), j = 1, · · · , r y los erro-

res de muestreo ed = (ed1, · · · , edr)
T son independientes normales r-variados,

Nr(0,Ψd), con media 0 y matriz de covarianzas Ψd sobre θd). Aqúı 0 es el
vector nulo de r×1 y Y dj es la d-ésima media de área pequeña para la j-ésima
caracteŕıstica. Asumimos además que θd está relacionado con el dato auxiliar
de área {zdj} a través del modelo lineal

θd = Zdβ + vd, d = 1, · · · , D, (2.76)

donde los efectos aleatorios de área vd son independientes Nr(0,Σ), Zd es una
matriz de r × rp con j-ésima fila dada por (0T , · · · ,0T , zT

dj, 0T , · · · ,0T ) y β
es el vector de rp coeficientes de regresión. Aqúı 0 es el vector nulo de p× 1 y
zT

dj ocurre en la j-ésima posición del vector fila (j-ésima fila).
Combinando (2.75) con (2.76), obtenemos un modelo lineal mixto multiva-

riante

θ̂d = Zdβ + vd + ed. (2.77)

El modelo (2.77) es una extensión natural del modelo Fay-Herriot (2.73)
con bd = 1. Fay (1987) y Datta, Fay y Ghosh (1991), propusieron la extensión
multivariante (2.77) y demostraron que puede llevar a estimadores más eficien-
tes de las medias de áreas pequeñas Y dj porque se aprovechan las correlaciones

entre las componentes de θ̂d a diferencia del modelo univariante (2.73).
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Modelo con errores de muestreo correlados

Una extensión natural del modelo Fay-Herriot (2.73) es el caso de errores

de muestreo correlados ed. Sea θ̂ = (θ̂1, · · · , θ̂D)T , θ = (θ1, · · · , θD)T y e =
(e1, · · · , eD)T , y asumimos que

θ̂ = θ + e, (2.78)

con e|θ ∼ ND(0,Ψ), donde la matriz de covarianzas de los errores de muestreo
Ψ = (ψdj) es conocida.

Combinando (2.78) con el modelo (2.69) para los θd obtenemos una genera-
lización del modelo Fay-Herriot (2.73). Si bd = 1 para todo d en (2.69) entonces
el modelo combinado puede escribirse como

θ̂ = Zβ + v + e, (2.79)

donde v = (v1, · · · , vD)T y Z es una matriz de D×p con d-ésima fila igual a zT
d .

En la práctica, Ψ se reemplaza por un estimador muestral Ψ̂ o un estimador
suavizado, pero la variabilidad asociada con el estimador con frecuencia se
ignora.

Series de tiempo y modelos transversales

Muchas encuestas por muestreo se repiten en el tiempo con reemplazo par-
cial de los elementos de la muestra.

Rao y Yu (1992, 1994), propusieron una extensión del modelo básico de
Fay-Herriot (2.73) para manejar series de tiempo y datos transversales. Su
modelo consiste de un modelo de error de muestreo

θ̂dt = θdt + edt, t = 1, · · · , T ; d = 1, · · · , D; (2.80)

y un modelo de enlace
θdt = zT

d β + vd + udt. (2.81)

Aqúı θ̂dt es el estimador directo para el área pequeña d en el tiempo t, θdt =
g(Y dt) es una función de la media del área pequeña Y dt, los edt son los errores
de muestreo normalmente distribuidos, dados los θdt, con medias cero y una
matriz de covarianzas diagonal por bloques Ψ con bloques Ψd, y zdt es un
vector de covariables de área, algunas de las cuales pueden cambiarse por t,

por ejemplo, datos administrativos. Además, vd
iid∼N(0, σ2

v) y los udt se asume
que siguen un proceso común autoregresivo de primer orden para cada d, esto
es

udt = ρud,t−1 + εdt, |ρ| < 1; (2.82)
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con εdt
iid∼N(0, σ2). Se asume también que los errores {edt},{vd} y {εdt} son

independientes. Los modelos de la forma (2.81) y (2.82) se han usado profusa-
mente en la literatura econométrica (Anderson y Hsiao, 1981), ignorando los
errores de muestreo edt.

El modelo (2.81) sobre los θdt depende de ambos efectos de área espećıfica
vd y los efectos espećıficos de área por tiempo udt los cuales son correlados
por tiempo para cada d. Podemos expresar también (2.81) como un modelo
distribúıdo-retardado

θdt = ρθd,t−1 + (zdt − ρzd,t−1)
T β + (1− ρ)vd + εdt. (2.83)

La forma alternativa (2.83) relaciona θdt con la media del periodo previo θd,t−1

los valores de las variables auxiliares para los tiempos puntuales t y t − 1,
los efectos aleatorios de área pequeña vd y los efectos de área por tiempo εdt.
Pueden formularse más modelos complejos sobre los udt que (2.82) asumiendo
un proceso autoregresivo (ARMA), pero la ganancia resultante en eficiencia
con respecto a (2.82) es improbable que sea significativa.

Ghosh y Nangia (1993) y Ghosh, Nangia y Kim (1996), también propu-
sieron un modelo de serie de tiempo transversal para estimación de áreas pe-
queñas. Su modelo es de la forma

θ̂dt|θdt
ind∼ N(θdt, ψdt), (2.84)

θdt|αt
ind∼ N(zT

dtβ + wT
dtαt, σ

2
t ), (2.85)

y

αt|αt−1
ind∼ N(Htαt−1,∆). (2.86)

Aqúı zdt y wdt son covariables de área espećıfica, las ψdt son varianzas mues-
trales que se asumen conocidas, αt es un vector de r × 1 de efectos aleatorios
de tiempo espećıfico, y Ht es una matriz conocida de r× r. El modelo dinámi-
co (o espacio de estados) (2.85) en el caso univariante (r = 1) con Ht = 1
se reduce al modelo de salto aleatorio. El modelo anterior sufre de dos graves
limitaciones, a saber:

(i) Los estimadores directos θ̂dt se asumen independientes sobre el tiempo
para cada d. Este supuesto no es realista en el contexto de las encuestas
repetidas con muestras solapadas, tales como la CPS y la LFS.

(ii) No se incluyen efectos aleatorios de área en el modelo, lo cual conduce
a un excesiva reducción de estimadores de área pequeña similar a los
estimadores sintéticos.
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Datta, Lahiri y Maiti (2002) y You (1999), emplearon el muestreo de Rao-
Yu y los modelos de enlace (2.80) y (2.81) pero reemplazando el modelo AR(1)
(2.80) en los udj por un modelo de salto aleatorio dado por (2.82) con ρ = 1 :
udt = udt−1 + εdt. Datta, Lahiri, Maiti y Lu (1999), consideraron un modelo
similar pero agregaron términos extras al modelo de enlace para reflejar la
variación temporal en su aplicación.

Pfefferman y Burck (1990), propusieron un modelo general involucrando
efectos aleatorios espećıficos de área por tiempo. Su modelo es de la forma

θ̂dt = θdt + edt, (2.87)

θdt = zT
dtβdt, (2.88)

donde los coeficientes βdt = (βdt0, · · · , βdtp)
T permiten variar particularmente

y sobre el tiempo, y los errores de muestreo edt para cada área d se asume que
son sucesivamente incorrelados con media 0 y varianza ψdt. La variación de βdt

sobre el tiempo está especificada por el siguiente modelo de espacio de estado:

[
βdtj

βdj

]
= Tj

[
βd,t−1,j

βdj

]
+

[
1
0

]
vdtj, j = 0, 1, · · · , p. (2.89)

Aqúı los βdj son coeficientes fijos, Tj es una matriz conocida de 2 × 2 con
(0,1) como la segunda fila, y el modelo de errores {vdtj} para cada d son
incorrelados sobre el tiempo con media 0 y covarianzas Em{vdtj, vdtl} = σvjl;
j, l = 0, 1, · · · , p.

La fórmula (2.89) cubre varios modelos útiles. Primero, la opción Tj =[
0 1
0 1

]
da el modelo de regresión de coeficientes aleatorios βdtj = βdj + vdtj

(Swamy, 1971). El familiar modelo de salto aleatorio βdtj = βd,t−1,j + vdtj

se obtiene escogiendo Tj =

[
1 0
0 1

]
. En este caso los coeficientes βdj son

redundantes y debe omitirse para Tj = 1. La opción Tj =

[
ρ 1− ρ
0 1

]
da

un modelo AR(1): βdtj − βdj = ρ(βd,t−1,j − βdj) + vdtj. El modelo de espacio
de estados (2.89) es muy general, pero el supuesto de errores de muestreo
serialmente incorrelados edt en (2.87) es restrictiva en el contexto de encuestas
repetidas con muestras solapadas.

Modelos espaciales

El modelo básico de Fay-Herriot (2.73) asume efectos aleatorios de área
pequeña vd iid, pero en algunas aplicaciones puede ser más realista y tomar
en consideración modelos que permiten correlaciones entre los valores de vd.
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Los modelos espaciales sobre los vd son usados cuando pueden definirse áreas
“vecinas” de cada área. Tales modelos inducen correlaciones entre los vd. Por
ejemplo, correlaciones que dependen de la proximidad geográfica en el contexto
de estimación de enfermedades locales y tasas de mortalidad. Cressie (1991),
usó un modelo espacial para estimación de áreas pequeñas en el marco del
subconteo en el censo de U.S.

Si Ad denota el conjunto de áreas “vecinas” de el área d, entonces un
modelo espacial autorregresivo condicional (CAR) asume que la distribución
condicional de bdvd dado {vl : l 6= d} está dada por

bdvd|{vl : l 6= d} ∼ N

(
ρ

∑

l∈Ad

qdlblvl, b
2
dσ

2
v

)
. (2.90)

Aqúı {qdl} son constantes conocidas que satisfacen qdlb
2
l = qldb

2
d (d < l), y

δ = (ρ, σ2
v)

T es un vector de parámetros desconocidos. El modelo (2.90) implica
que

B1/2v ∼ Nm(0,Γ(δ) = σ2
v(I− ρQ)−1B), (2.91)

donde B = diag(b2
1, · · · , b2

D) y Q = (qdl) es una matriz de D ×D con qdl = 0
cuando l 6= Ad (incluyendo qdd = 0) y v = (v1, · · · , vD)T (ver Besag, 1974).
Usando (2.91) y (2.73) obtenemos un modelo espacial de área pequeña. Nótese
que δ aparece como no lineal en Γ(δ).

En la literatura geoestad́ıstica se han usado estructuras de covarianzas de
la forma (i) Γ(δ) = σ2

v(δ1I + δ2D) y (ii) Γδ) = σ2
v [δ1I + δ2D(δ3)], donde

D = (e−ddl) y D(δ3) = (δddl
3 ) son matrices de D × D con ddl denotando

una “distancia” (no necesariamente eucĺıdea) entre las áreas pequeñas d y l.
Nótese que en el caso (i) los parámetros δ1 y δ2 aparecen como lineales en Γ(δ),
mientras que en el caso (ii) δ2 y δ3 aparecen como no lineales en Γ(δ). Una
desventaja del modelo espacial (2.91) es que dependen de como se defina el
vecindario Ad, lo que introduce algo de subjetividad al modelo.

2.2.3. Modelo básico de nivel unidad (Tipo B)

Asumamos disponible el dato auxiliar a nivel de unidad xdj = (xdj1, · · · , xdjp)
T

para cada elemento j de la población en cada área pequeña d. Con frecuencia,
es suficiente asumir que solamente son conocidas las medias poblacionales X
o las medias de dominio Xd. Además, la variable de interés ydj, se asume re-
lacionada con xdj a través de un modelo de regresión lineal de error anidado
univariante

ydj = xT
djβ + vd + edj; j = 1, · · · , Nd, d = 1, · · · , D. (2.92)
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Aqúı los efectos de área vd se asumen como variables aleatorias iid que satis-
facen (2.70), edj = kdj ẽdj con constantes conocidas kdj y los ẽdj son variables
aleatorias independientes de los vd y

Em(ẽdj) = 0, Vm(ẽdj) = σ2
e . (2.93)

Además, con frecuencia se supone normalidad de de los vd. Los parámetros
de interés son la media de área pequeña Y d o el total Yd. Los modelos de
regresión estándar se obtienen haciendo σ2

v = 0 o equivalentemente vd = 0 en
(2.92). Tales modelos conducen a estimadores de tipo sintético.

Asumimos que una muestra, sd de tamaño nd se toma de las Nd unidades
en el área d (d = 1, · · · , D) y que los valores de la muestra también obedecen al
modelo asumido (2.92). El último supuesto se satisface bajo muestreo aleatorio
simple de cada área o más generalmente para diseños de muestreo que usen
la información auxiliar xdj en la selección de las muestras sd. Para ver esto,
escribimos (2.92) en forma matricial como

yP
d = XP

d β + vd1
P
d + eP

d , d = 1, · · · , D, (2.94)

donde XP
d es una matriz de Nd×p, yP

d ,1P
d y eP

d son vectores de Nd× 1 y 1P
d =

(1, · · · , 1)T . Particionemos (2.94) en unidades muestreadas y no muestreadas:

yP
d =

[
yd

y∗d

]
=

[
Xd

X∗
d

]
β + vd

[
1d

1∗d

]
+

[
ed

e∗d

]
, (2.95)

Donde el supeŕındice ∗ denota las unidades no muestreadas. Si el modelo se
conserva para la muestra, es decir, si la selección se hace sin sesgo, entonces
las inferencias sobre ψ = (βT , σ2

v , σ
2
e)

T están basadas en

f(yd|XP
d , ψ) =

∫
f(yd,y

∗
d|XP

d , ψ)dy∗d, d = 1, · · · , D, (2.96)

donde f(yd,y
∗
d|XP

d , ψ) es la distribución conjunta de yd y y∗d. Por otro lado,
fijando ad = (ad1, · · · , adNd

)T con adj = 1 si j ∈ sd y adj = 0 en otro caso, la
distribución de los datos de la muestra (yd, ad) está dada por

f(yd, ad|XP
d , ψ) =

∫
f(yd,y

∗
d|XP

d , ψ)f(ad|yd,y
∗
d,X

P
d )dy∗d

=

[∫
f(yd,y

∗
d|XP

d , ψ)dy∗d

]
f(ad|XP

d ),

siempre que
f(ad|yd,y

∗
d,X

P
d ) = f(ad|XP

d ),
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es decir, las probabilidades de selección de la muestra no dependen de yP
d pero

podŕıan depender de XP
d . En este caso, no existe sesgo de selección y podemos

asumir que los valores muestrales también obedecen al modelo asumido, es
decir, usamos f(yd|XP

d , ψ) para inferencias sobre ψ (Smith, 1983).
Si las probabilidades de selección de la muestra dependen de una variable

auxiliar, digamos zP
d , la cual no está incluida en XP

d , entonces la distribución
de los datos de la muestra (yd, ad) es

f(yd, ad|XP
d , zP

d , ψ) =

[∫
f(yd,y

∗
d|XP

d , zP
d , ψ)dy∗d

]
f(ad|zP

d ,XP
d ).

En este caso, las inferencias sobre ψ están basadas en f(yd|XP
d , zP

d , ψ) la cual
es diferente de (2.96) a menos que zP

d no esté relacionada a yP
d dado XP

d . En
este caso tenemos una selección muestral sesgada y por consiguiente no pode-
mos asumir que el modelo (2.94) se conserve para los valores de la muestra.
El modelo (2.94) no es apropiado tampoco bajo el muestreo por conglomera-
dos en dos etapas dentro de áreas pequeñas, porque los efectos aleatorios de
conglomerados no se incorporan.

Escribimos la media del área pequeña Y d como

Y d = fdyd + (1− fd)Y
∗
d, (2.97)

con fd = nd/Nd y yd y Y
∗
d denotando las medias de los elementos muestreados

y no muestreados, respectivamente. Se sigue de (2.97) que la estimación de la
media del área pequeña Y d es equivalente a estimar la realización de la variable
aleatoria Y

∗
d dado el dato de la muestra {yd} y el dato auxiliar {XP

d }.
Si el tamaño de la población Nd es grande, entonces podemos tomar las

medias de áreas pequeñas como

Y d = X
T

d β + vd, (2.98)

notando que Y d = X
T

d β + vd + Ed y Ed ≈ 0, donde Ed es la media de los
Nd errores edj y Xd es la media conocida de XP

d . Se sigue de (2.98) que la
estimación de Y d es equivalente a la estimación de una combinación lineal de
β y la realización de la variable aleatoria vd.

Ahora consideremos algunas extensiones del modelo básico tipo B (2.92)

Modelo de regresión de error anidado multivariante

Asumimos que los datos auxiliares de unidad están disponibles para todos
los elementos de la población j en cada área pequeña d. Además asumimos
que un vector de r× 1 variables de interés, ydj, están relacionadas a un vector
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xdj a través de un modelo de regresión de error anidado multivariante (Fuller
y Harter, 1987):

ydj = Bxdj + vd + edj; j = 1, · · · , Nd; d = 1, · · · , D. (2.99)

Aqúı B es una matriz de r× p coeficientes de regresión, vd son efectos de área
asumidos como vectores aleatorios iid con media 0 y matriz de covarianzas
Σv, y los vectores de errores aleatorios edj son iid con media 0 y matriz de
covarianzas Σe e independientes de vd. Además, se asume normalidad de los
vd y ed. El modelo (2.99) es una extensión natural del modelo de regresión del
error anidado univariante (2.92) con kdj = 1.

Los parámetros de interés son el vector de medias de áreas pequeñas Y que
pueden aproximarse por µd = BXd + vd si el tamaño de la población Nd es
grande. En el último caso, se sigue que la estimación de µd es equivalente a la
estimación de una combinación lineal de B y la realización del vector aleatorio
vd. Como en el modelo de Fay-Herriot multivariante, el modelo de nivel unidad
(2.99) puede conducir a estimadores más eficientes aprovechando la correlación
entre las componentes de ydj, a diferencia del modelo univariante (2.92).

Modelo lineal con varianza de error aleatorio

Consideremos las componentes de error del modelo (2.92) donde no dis-

ponemos de los datos auxiliares {xdj}: ydj = β + vd + edj con vd
iid∼N(0, σ2

v) y

edj
iid∼N(0, σ2

e). El supuesto de igualdad de varianzas del error puede relajarse

si hacemos edj|σ2
ed

ind∼ N(0, σ2
ed) y asumimos la varianza del error σ2

ed como una
variable aleatoria no negativa iid con media σ2

e y varianza δe (digamos) e inde-
pendiente de vd. Aragón (1984), usó tal modelo de varianza de error aleatorio
con varianzas del error σ2

ed de una Gausiana inversa. Kleffe y Rao (1992), usaron
el anterior modelo simple para la estimación de área pequeña, y Arora y Lahiri
(1979), lo extendieron al caso de regresión (2.92) con xdj = xd, kdj = 1, edj = ẽdj

y edj|σ2
ed

iid∼N(0, σ2
ed).

Modelo de regresión de error anidado doble

Supongamos que el área d pequeña contiene Md unidades primarias (o con-
glomerados) y que la j-ésima unidad primaria (conglomerado) en el área d
contiene Ndj subunidades (elementos). Sean (ydjl,xdjl) los valores y y x del l-
ésimo elemento en la j-ésima unidad primaria de el área d (l = 1, · · · , Ndj, j =
1, · · · ,Md, d = 1, · · · , D). Bajo esta estructura de la población es común prac-
ticar el empleo de dos etapas de muestreo de conglomerado en cada área pe-
queña: seleccionamos una muestra sd de md unidades primarias de el área d y si
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el j-ésimo conglomerado es muestreado, entonces seleccionamos una submues-
tra, sdj, de ndj elementos del j-ésimo conglomerado y se observan los valores
asociados de y y x. La estructura de la población anterior se refleja mediante
el modelo de regresión de error anidado doble (Stukel y Rao, 1999):

ydjl = xT
djlβ + vd + udj + edjl; l = 1, · · · , Ndj, j = 1, · · · ,Md, d = 1, · · · , D.

(2.100)
Aqúı los efectos de área {vd}, los efectos de conglomerado {udj} y los errores re-
siduales {edjl} con edjl = kdjlẽdjl y las constantes conocidas kdjl se asumen como

mutuamente independientes. Además, vd
iid∼(0, σ2

v), udj
iid∼(0, σ2

u) y ẽdjl
iid∼(0, σ2

e);
se asume con frecuencia normalidad de las componentes aleatorias vd, udj y
ẽdjl. Asumimos que los valores muestrales también obedecen al modelo asumi-
do (2.100) el cual se satisface bajo muestreo aleatorio simple de conglomerados
y subunidades muestreadas dentro de conglomerado, o más generalmente, pa-
ra diseños de muestreo que usan la información auxiliar xdjl en la selección
de la muestra. Datta y Ghosh (1991), usaron el modelo (2.100) para el ca-
so especial de covariables espec ’ificas de conglomerado, es decir, xdjl = xdj.
Ghosh y Lahiri (1988), estudiaron el caso de no información auxiliar, es decir,
xT

djlβ = β.
Los parámetros de interés son las medias de áreas pequeñas

Y d =
1

Nd


∑

j∈sd

∑

l∈sdj

ydjl +
∑
j∈sd

∑

l∈sc
dj

y∗djl +
∑
j∈sc

d

Ndj∑

l=1

y∗djl


 (2.101)

donde y∗djl son los valores de y no muestreados, sc
d y sc

dj denotan los conglome-
rados y subunidades no muestreadas. Si el número de unidades primarias, Nd

es grande, entonces Y d puede ser aproximada como

Y d ≈ X
T

d β + vd, (2.102)

notando que Y d = X
T

d β + vd + Ud + Ed y Ud ≈ 0, Ed ≈ 0, donde Ud y Ed

son las medias de área de udj y edjl y Xd es la media conocida de los xdjl. Se
sigue de (2.102) que la estimación de Y d es equivalente a la estimación de una
combinación lineal de β y la realización de la variable aleatoria vd.

Modelo de dos niveles

El modelo básico de nivel de unidad (2.92) con ordenada en el origen β1

puede expresarse como un modelo con término ordenada aleatorio β1d = β1+vd

y pendientes comunes β2, · · · , βp : ydj = β1d + β2xdj2 + · · · + βpxdjp + edj.
Esto sugiere un modelo más general que permita diferencias entre pendientes
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aśı como las ordenadas a través del área pequeña. Introducimos coeficientes
aleatorios β = (βd1, · · · , βdp)

T y modelamos entonces βd en términos de las
covariables de nivel de área Z̃d para llegar al modelo de área pequeña de dos
niveles (Moura y Holt, 1999):

ydj = xT
djβ + edj, j = 1, · · · , Nd; d = 1, · · · , D, (2.103)

y
βd = Z̃dα + vd, (2.104)

donde Z̃d es una matriz de p × p, α es un vector de p × 1 parámetros de

regresión, vd
iid∼(0, Σv) y edj = kdj ẽdj con ẽdj

iid∼(0, σ2
e). Podemos escribir (2.103)

en forma matricial
yP

d = XP
d βd + eP

d . (2.105)

El modelo de dos niveles (2.104)-(2.105) integra eficazmente el uso de covaria-
bles de nivel unidad y nivel de área dentro de un solo modelo:

yP
d = XP

d Z̃dα + XP
d vd + eP

d . (2.106)

Además, el uso de pendientes aleatorias, βd, permite mayor flexibilidad en la
modelación. Se asume que los valores muestrales {(ydj, xdj); j = 1, · · · , nd; d =
1, · · · , D} obedecen al modelo (2.106), es decir, es una selección muestral sin
sesgo. Si Nd es grande, podemos expresar la media Y d bajo (2.106) como

Y d ≈ X
T

d Z̃dα + X
T

d vd. (2.107)

Se sigue de (2.107) que la estimación de Y d es equivalente a la estimación de
la combinación lineal de β y la realización del vector aleatorio vd con matriz
de covarianzas desconocida Σv.

El modelo (2.106) es un caso especial de un modelo lineal general mixto
usado profusamente para datos longitudinales (Laird y Ware, 1982). Estos
modelos admiten matrices arbitrarias XP

1d y XP
2d para ser asociadas con α y

vd:
yP

d = XP
1dα + XP

2dvd + eP
d . (2.108)

La opción XP
1d = XP

d Zd y XP
2d = XP

d da el modelo de dos niveles (2.106). Este
modelo cubre muchos de los modelos de áreas pequeñas considerados en la
literatura.

Modelo mixto lineal general

Datta y Ghosh (1991), consideraron un modelo mixto lineal general el cual
cubre a los modelos de nivel unidad univariantes como casos especiales:

yP = XP β + ZPv + eP . (2.109)
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Aqúı eP y v son independientes con eP ∼ N(0,σ2ΨP ) y v ∼ N(0,σ2D(λ)),
donde ΨP es una matriz definida positiva conocida y D(λ) es una matriz
definida positiva la cual es estructuralmente conocida excepto para algunos
parámetros λ t́ıpicamente involucrando razones de componentes de varianza
de la forma σ2

d/σ
2. Además, XP y ZP son matrices de diseño conocidas y yP

es el vector de N × 1 de valores y de la población.
Podemos particionar (2.109), de forma similar a (2.95), como

yP =

[
y
y∗

]
=

[
X
X∗

]
β +

[
Z
Z∗

]
v +

[
e
e∗

]
, (2.110)

donde el asterisco denota unidades no muestreadas. El vector de totales de
áreas pequeñas Yd es de la forma Ay+Cy∗ con A = ⊕D

d=11
T
nd

y C = ⊕D
d=11

T
Nd−nd

,
donde ⊕ denota la suma directa, es decir, ⊕D

d=1Au = diag(A1, · · · ,AD) por
bloques.

Datta y Ghosh (1991), mencionaron un modelo de clasificación cruzada el
cual es cubierto por el modelo general (2.109) pero no por el modelo “longitu-
dinal” (2.108). Supongamos que las unidades en un área pequeña son clasifica-
das dentro de C grupos (por ejemplo, edad, clase socioeconómica) etiquetados
j = 1, · · · , C y los tamaños de celda de subgrupo por área Ndj son conocidos.
Un modelo de clasificación cruzada está dado entonces por

ydjk = xT
djkβ + vd + aj + udj + edjk, (2.111)

k = 1, · · · , Ndj; j = 1, · · · , C; d = 1, · · · , D

donde {vd}, {aj} y {udj} son mutuamente independientes con edjk
iid∼N(0, σ2),

vd
iid∼N(0, λ1σ

2), aj
iid∼N(0, λ2σ

2) y udj
iid∼N(0, λ3σ

2). Lui y Cumberland (1989),
consideraron un modelo de la forma (2.111) con λ1 = λ3 = 0, es decir, vd y udj

son degeneradas en cero.
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2.3. Modelos de efectos mixtos y estimadores

EBLUP

En la sección anterior hemos presentado varios modelos de áreas pequeñas
que pueden considerarse como casos especiales de un modelo mixto lineal ge-
neral de efectos fijos y aleatorios. Además, las medias o totales de áreas pe-
queñas, pueden expresarse como combinaciones lineales de efectos aleatorios
y fijos. Ahora consideraremos el conocido como “mejor predictor lineal in-
sesgado” (BLUP) del estimador de tales parámetros, el cual puede obtenerse
del enfoque frecuentista clásico, recurriendo a resultados generales sobre es-
timación BLUP. Los estimadores BLUP minimizan el ECM entre la clase de
estimadores insesgados lineales y no dependen de la normalidad de los efectos
aleatorios; pero dependen de las varianzas (o covarianzas) de los efectos alea-
torios, los cuales pueden ser estimados por el método de momentos. Alternati-
vamente, pueden usarse los métodos de máxima verosimilitud (MV) o máxima
verosimilitud restringida (MVR) para estimar la varianza y componentes de
covarianzas, asumiendo normalidad. Usando estos componentes estimados en
el estimador BLUP obtenemos un estimador en dos etapas el cual se conoce
como el estimador emṕırico BLUP o EBLUP (Harville, 1991).

A continuación presentamos resultados generales sobre estimación EBLUP
y el problema de estimación del ECM de estimadores EBLUP, tomando en
cuenta la variabilidad en la varianza estimada y componentes de covarianza.

2.3.1. Modelo mixto lineal general

Supongamos que los datos de la muestra obedecen al modelo mixto lineal
general

y = Xβ + Zv + e. (2.112)

Aqúı y es el vector de n× 1 observaciones de la muestra, X y Z son matrices
conocidas de n × p y n × h de rango completo, y v y e son independien-
temente distribúıdas con media 0 y matrices de covarianzas G y R depen-
diendo de la varianza de algunos parámetros δ(δ1, · · · , δq)

T . Asumimos que
δ pertenece a un subconjunto especificado de un q-espacio eucĺıdeo tal que
Var(y) = V = V(δ) = R+ZGZT es no singular para todos los δ pertenecien-
tes al subconjunto, donde Var(y) denota la matriz de varianzas y covarianzas
de y.

Estamos interesados en estimar una combinación lineal, µ = 1T β+mTv de
los parámetros de regresión β y la realización de v, para vectores especificados
de constantes 1 y m. Un estimador lineal de µ es de la forma µ̂ = aTy+ b para
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a y b conocidos. El estimador es insesgado bajo el modelo para µ si

E(µ̂) = E(µ), (2.113)

donde E denota la esperanza con respecto al modelo (2.112). El ECM de µ̂
está dado por

ECM(µ̂) = E(µ̂− µ)2, (2.114)

el cual se reduce a la varianza del error µ̂− µ:

ECM(µ̂) = Var(µ̂− µ)

si µ̂ es insesgado para µ. Valliant, Dorfman y Royall (2000, p.27), denotan
E(µ̂ − µ)2 como la varianza del error (o predicción de la varianza) bajo el
modelo. Estamos interesados en hallar el estimador BLUP que minimiza el
ECM en la clase de los estimadores lineales insesgados de µ̂.

Estimador BLUP

Para δ conocido, el estimador BLUP de µ está dado por

µ̃H = t(δ,y) = 1T β̃ + mT ṽ = 1T β̃ + mTGZTV−1(y−Xβ̃), (2.115)

donde
β̃ = β̃(δ) = (XTV−1X)−1XTV−1y (2.116)

es el mejor estimador lineal insesgado (BLUE) de β,

ṽ = ṽ(δ) = GZTV−1(y−Xβ̃). (2.117)

El supeŕındice H en µ̃ fue puesto por Henderson, quien propuso el estimador
(2.115); (ver Henderson, 1950). Una demostración de que (2.115) es el estima-
dor BLUP está dada en Henderson (1963).

ECM del BLUP

El estimador BLUP t(δ,y) puede expresarse como

t(δ,y) = t∗(δ, β,y) + dT (β̃ − β),

donde t∗(δ,β,y) es el estimador BLUP cuando β es conocido:

t∗(δ,β,y) = 1T β + bT (y−Xβ), (2.118)

con
bT = mTGZTV−1,
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y
dT = 1T − bTX.

Se sigue ahora que t∗(δ, β,y)− µ y dT (β̃ − β) son no correladas, dado que

E[(bT (Zv + e)−mTv)(vTZT + eT )V−1] = 0.

Por lo tanto,

ECM[t(δ,y)] = ECM[t∗(δ,β,y)] + Var[dT (β̃ − β)] = g1(δ) + g2(δ), (2.119)

donde

g1(δ) = Var[t∗(δ,β,y)− µ] = mT (G−GZTV−1ZG)m (2.120)

y
g2(δ) = dT (XTV−1X)−1d. (2.121)

El segundo término, g2(δ), en (2.119) cuenta para la variabilidad en el estima-
dor β̃.

Estimador EBLUP

El estimador BLUP t(δ,y) dado por (2.115) depende de la varianza de los
parámetros δ los cuales son desconocidos en aplicaciones prácticas. Reempla-
zamos δ por un estimador δ̂ = δ(y), obtenemos un estimador en dos etapas

µ̂H = t(δ̂,y), el cual se llama estimador EBLUP. Por conveniencia, también

escribimos t(δ̂,y) y t(δ,y) como t(δ̂) y t(δ).

El estimador en dos etapas t(δ̂) permanece insesgado para µ, es decir

E[t(δ̂)− µ] = 0, si se cumple que

E[t(δ̂)] es finito;

δ̂ es cualquier traslación invariante del estimador de δ, es decir, δ̂(−y) =

δ̂(y) y δ̂(y−Xb) = δ̂(y) para todo y y b;

Las distribuciones de v y e son ambas simétricas en torno a 0 (no nece-
sariamente normal).

Kackar y Harville (1981), demostraron que los procedimientos estándar
para estimar δ, producen estimadores invariantes aún con traslación; en parti-
cular, MV, MVR y los métodos de constantes fijas (también llamado método de
Henderson). Consultar Searle, Casella y McCulloch (1992) y Rao (1997), para
mayores detalles del método para el análisis de modelos de varianza (ANOVA),
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el cual es un caso especial del modelo mixto lineal general (2.112). El modelo
ANOVA está dado por

y = Xβ + Z1v1 + · · ·+ Zrvr + e, (2.122)

donde v1, · · · ,vr y e son independientemente distribuidas con media 0 y matri-
ces de covarianzas σ2

1Ih1 , · · · , σ2
rIhr y σ2

eIn. Los parámetros δ = (σ2
0, · · · , σ2

r)
T

con σ2
i ≥ 0 (i = 1, · · · , r) y σ2

0 = σ2
e > 0 son las componentes de varianza.

Nótese que G es ahora diagonal por bloques, con bloques σ2
i Ihi

, R = σ2
eIn y

V = σ2
eIn +

∑
σ2

i ZiZ
T
i , la cual es un caso especial de la matriz de covarianzas

con estructura lineal: V =
∑

δiHi para matrices simétricas conocida Hi.

Estimación del ECM del EBLUP

Para aplicaciones prácticas, necesitamos un estimador de ECM[t(δ̂)] como

una medida de variabilidad asociada con t(δ̂). Una solución sencilla es apro-

ximar ECM[t(δ̂)] por ECM[t(δ)] y entonces sustituimos δ̂ por δ. El estimador
resultante del ECM está dado por

ecmN [t(δ̂)] = g1(δ̂) + g2(δ̂). (2.123)

Otro estimador de ECM se obtiene sustituyendo δ̂ por δ en la aproximación
siguiente del ECM:

ecm1[t(δ̂)] = g1(δ̂) + g2(δ̂) + g3(δ̂). (2.124)

Tenemos que Eg2(δ̂) ≈ g2(δ) y Eg3(δ̂) ≈ g3(δ) para el orden deseado de

aproximación, pero g1(δ̂) no es el estimador correcto de g1(δ) porque su sesgo
es generalmente del mismo orden que g2(δ) y g3(δ).

Para evaluar el sesgo de g1(δ̂), hacemos un desarrollo de Taylor de g1(δ̂)
en torno a δ:

g1(δ̂) = g1(δ)+ (δ̂−δ)T∇g1(δ)+
1

2
(δ̂−δ)T∇2g1(δ)(δ̂−δ) = g1(δ)+∆1 +∆2,

donde ∇g1(δ) es el vector de derivadas de primer orden de g1(δ) con respecto

a δ. Si δ̂ es insesgado para δ, entonces E(∆1) = 0. En general, si E(∆1) ≈
bT
δ̂
(δ)∇g1(δ) es de orden menor que E(∆2), entonces

Eg1(δ̂) ≈ g1(δ) +
1

2
tr[∇2g1(δ)V(δ̂)], (2.125)

donde bδ̂(δ) es una aproximación del sesgo E(δ̂)− δ. Además, si la matriz de
covarianzas V tiene una estructura lineal, (2.125) se reduce a

Eg1(δ̂) ≈ g1(δ)− g3(δ). (2.126)
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Se sigue ahora de (2.123), (2.124) y (2.126) que los sesgos de ECMN [t(δ̂)]

y ECM1[t(δ̂)] son
BN ≈ −2g3(δ), B1 ≈ −g3(δ).

Un estimador correcto de ECM[t(δ̂)] para el orden deseado de aproximación
está dado por

ecm[t(δ̂)] ≈ g1(δ̂) + g2(δ̂) + 2g3(δ̂), (2.127)

notando que E[g1(δ̂) + g3(δ̂)] ≈ g1(δ) de (2.126). Por consiguiente,

Eecm[t(δ̂)] ≈ ECM[t(δ̂)].

La fórmula (2.127) se preserva para el estimador MVR, δ̂RE, y algunos estima-
dores de momentos.

Si E(∆1) es del mismo orden que E(∆2), como en el caso del estimador

MV δ̂MV, entonces sustraemos un término extra bT
δ̂
(δ̂)∇g1(δ̂) de (2.127):

ecm∗[t(δ̂)] ≈ g1(δ̂)− bT
δ̂
(δ̂)∇g1(δ̂) + g2(δ̂) + 2g3(δ̂). (2.128)

El término bT
δ̂
(δ̂)∇g1(δ̂) deja fuera el caso especial de la matriz de covarianzas

diagonal por bloques V = V(δ) y δ̂ = δ̂MV.
Prasad y Rao (1990) obtuvieron el estimador del ECM (2.127) para el caso

especial cubierto por el modelo mixto lineal general con una estructura de
covarianzas diagonal por bloques. Siguiendo a Prasad y Rao (1990), Harville y
Jeske (1992), propusieron (2.127) para el modelo mixto lineal general (2.112),

asumiendo E(δ̂) = δ, y refiriéndose a (2.127) como el estimador Prasad-Rao.
Das, Jiang y Rao (2001), proporcionan demostraciones de las aproximacio-

nes (2.127) y (2.128) para los métodos MVR y MV, respectivamente.

2.3.2. Estructura de covarianzas diagonal por bloques

Estimador EBLUP

Un caso especial del modelo mixto lineal general (2.112) cubre muchos
modelos de áreas pequeñas consideradas en la literatura. Para este modelo

y = col1≤d≤D(yd) = (yT
1 , · · · ,yT

D), X = col1≤d≤D(Xd),

Z = diag1≤d≤D(Zd), v = col1≤d≤D(vd), e = col1≤d≤D(ed),

donde D es el número de áreas pequeñas, Xd es de nd × p, Zd es de nd × hd y
yd es un vector de nd × 1 (

∑
nd = n,

∑
hd = h). Además

R = diag1≤d≤D(Rd), G = diag1≤d≤D(Gd)
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aśı que V tiene una estructura diagonal por bloques:

V = diag1≤d≤D(Vd)

con
Vd = Rd + ZdGdZ

T
d .

El modelo, además, puede descomponerse en D submodelos

yd = Xdβ + Zdvd + ed, d = 1, · · · , D. (2.129)

Estamos interesados en la estimación de combinaciones lineales µd = 1T
d β +

mT
d vd, d = 1, · · · , D.
Se sigue de (2.115) que el estimador BLUP de µd se reduce a

µ̃H
d = 1T

d β̃ + mT
d ṽd, (2.130)

donde
ṽd = GdZ

T
d V−1

d (yd −Xdβ̃), (2.131)

y

β̃ =

(∑

d

XT
d V−1

d Xd

)−1 (∑

d

XT
d V−1

d yd

)
. (2.132)

El estimador BLUP se extiende sin dificultad al caso del vector µd = Ldβ+
Mdvd para matrices especificadas Ld y Md. Está dada por

µ̃H
d = td(δ,y) = Ldβ̃ + Mdṽd

= Ldβ̃ + MdGdZ
T
d V−1

d (yd −Xdβ̃). (2.133)

El estimador EBLUP está dado por µ̃H
d = td(δ̂,y). Puede obtenerse un

estimador del ECM(µ̂H
d ) que se considera para la estimación de δ, pero los

detalles se omiten aqúı por simplicidad.
Se ha desarrollado una gran variedad de modelos EBLUP a nivel de área

que resulta dif́ıcil incluirlos a todos. Presentamos en seguida algunos de ellos.
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2.4. Modelos básicos EBLUP de nivel de área

Estos modelos cubren muchos modelos de áreas pequeñas usados en la
práctica. En esta sección, aplicamos los resultados EBLUP para los modelos
básico de nivel de área (tipo A) y básico de nivel unidad (tipo B), descritos
anteriormente.

2.4.1. Modelo básico tipo A

En esta subsección describiremos la teorá concerniente al modelo básico de
nivel de área (tipo A) (2.73) y la estimación EBLUP para el modelo mixto
lineal general con estructura de covarianzas diagonal por bloques, a partir de
los resultados previos.

Estimador EBLUP

El modelo básico de nivel de área es de la forma

θ̂d = zT
d β + bdvd + ed, d = 1, · · · , D, (2.134)

donde zd es un vector de p × 1 covariables de nivel de área, vd
iid∼(0, σ2

v) e

independiente del error de muestreo ed
ind∼(0, ψd) con varianza conocida ψd, θ̂d

es un estimador directo del parámetro θd = g(Y d) en el área d, y bd es una
constante positiva conocida. El modelo (2.134) es un caso especial del modelo
mixto lineal general com estructura de covarianzas diagonal por bloques, dada
por (2.129). Tenemos

yd = θ̂d, Xd = zT
d , Zd = bd

y
vd = vd, ed = ed, β = (β1, · · · , βp)

T .

Además,
Gd = σ2

v , Rd = ψd

aśı que
Vd = ψd + σ2

vb
2
d.

También, µd = θd = zT
d β + bdvd aśı que 1d = zd y md = bd.

Haciendo las anteriores sustituciones en la fórmula general (2.133) para el
estimador BLUP de µd conseguimos el estimador BLUP de θd como

θ̃H
d = zT

d β̃ + γd(θ̂d − zT
d β̃) (2.135)

= γdθ̂d + (1− γd)z
T
d β̃, (2.136)
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donde
γd = σ2

vb
2
d/(ψd + σ2

vb
2
d) (2.137)

y

β̃ = β̃(σ2
v) =

[
D∑

d=1

zdz
T
d /(ψd + σ2

vb
2
d)

]−1 [
D∑

d=1

zdθ̂d/(ψd + σ2
vb

2
d)

]

Es claro de (2.136) que el estimador BLUP, θ̃H
d , puede expresarse como un

estimador combinado del estimador directo θ̂d y el estimador sintético de re-
gresión zT

d β̃, donde los pesos γd (0 ≤ γd ≤ 1), dados por (2.137) miden la
incertidumbre en la modelanción de los θd, es decir, la varianza del modelo
σ2

vb
2
d con respecto a la varianza total ψd + σ2

vb
2
d. Aśı θ̃H

d toma cuenta apropiada
de la variación entre las áreas y la precisión del estimador directo. Si la va-
rianza del modelo σ2

vb
2
d es relativamente pequeña, entonces γd será pequeño y

el mayor peso será ligado al estimador sintético. Similarmente, el mayor peso
será ligado al estimador directo si la varianza de diseño ψd es relativamente
pequeña o γd es grande. La fórmula (2.135) para θ̃H

d sugiere que se ajusta al
estimador sintético zT

d β̃ para explicar a la incertidumbre del modelo.
Es importante notar que θ̃H

d es válido para un diseño general de muestreo

porque estamos modelando solamente los θ̂d y no elementos individuales en la
población, a diferencia de modelos tipo B, y el estimador directo θ̂d usa los
diseños ponderados. Además, θ̃H

d es consistente bajo el diseño porque γd → 1
cuando la varianza muestral ψd → 0. El sesgo del diseño de θ̃H

d está dado por

Bp(θ̃
H
d ) ≈ (1− γd)(z

T
d β∗ − θd), (2.138)

donde β∗ = E2(β̃) es la esperanza condicional de β̃ dado θ = (θ1, · · · , θD)T .
Se sigue de (2.138) que el sesgo del diseño respecto a θd tiende a cero cuando
ψd → 0 o γd → 1. Notemos que Em(zT

d β∗) = Em(θd) lo que implica que el sesgo
promedio es cero cuando el modelo de enlace θd = zT

d β + bdvd se conserva.
El estimador BLUP (2.136) depende de las componentes de varianza σ2

v

las cuales son desconocidas en aplicaciones prácticas. Reemplazando σ2
v por un

estimador σ̂2
v , obtenemos un estimador EBLUP θ̃H

d :

θ̃H
d = γ̂dθ̂d + (1− γ̂d)z

T
d β̂d, (2.139)

donde γ̂d y β̂ son los valores de γd y β̃d cuando σ2
v es reemplazada por σ̂2

v .
Fay y Herriot (1979), recomendaron el uso de un estimador imparcial

EBLUP, θ̃H
d∗, similar al estimador imparcial de James y Stein (J-S). Es de-

cir:

(i) usar θ̃H
d si θ̃H

d cae el el intervalo [θ̂d−c
√

ψd, θ̂d +c
√

ψd ] para una constante
espećıfica c (t́ıpicamdente c = 1);
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(ii) usar θ̂H
d − c

√
ψd si θ̂H

d es menor que θ̂d − c
√

ψd;

(iii) usar θ̂H
d + c

√
ψd si θ̂H

d es mayor que θ̂d + c
√

ψd.

El estimador imparcial θ̂H
d∗ (o θ̂H

d ) es transformado a la escala original para

obtener un estimador de la media Y d del área d como g−1(θ̂H
d∗) (o g−1(θ̂H

d )).

Estimación de σ2
v

Un método de estimación de momentos de σ2
vm puede obtenerse notando

que

E

[∑

d

(θ̂d − zT
d β̃)/(ψd + σ2

vb
2
d)

]
= E[h(σ2

v)] = D − p

donde β̃ = β̃(σ2
v). Se sigue que σ̂2

vm se obtiene resolviendo

h(σ2
v) = D − p

iterativamente y fijando σ̂2
vm = 0 cuando no existe solución positiva. Fay y

Herriot (1979), sugirieron la siguiente solución iterativa: empezando con σ
2(0)
v =

0, se define

σ2(a+1)
v = σ2(a)

v +
1

h′∗(σ
2(a)
v )

[D − p− h(σ2(a)
v )] (2.140)

restringiendo σ
2(a+1)
v ≥ 0, donde

h
′
∗(σ

2
v) = −

∑

d

b2
d(θ̂d − zT

d β̃)2/(ψd + σ2
vb

2
d)

2

es una aproximación de la derivada de h(σ2
v). La convergencia de la iteración

es rápida, generalmente requiere menos de 10 iteraciones.
Alternativamente, un estimador simple de momentos está dado por σ̂2

vs =
máx(σ̃2

vs, 0), donde

σ̃2
vs =

1

D − p

[∑

d

(b−1
d θ̂d − z̃T

d β̂WLS)
2 −

∑

d

ψd

b2
d

(1− h̃dd)

]
(2.141)

y

β̂WLS =

(∑

d

z̃dz̃
T
d

)−1 (∑

d

z̃θ̂d/bd

)

es un estimador de mı́nimos cuadrados ponderados de β. Si bi = 1, entonces
(2.141) se reduce a la fórmula de Prasad y Rao (1990). Ningún estimador
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de momentos de σ2
v requiere normalidad y los dos conducen a estimadores

consistentes cuando D →∞.
El algoritmo scoring para estimación MV de σ2

v se reduce a

σ2(a+1)
v = σ2(a)

v + [I(σ2(a)
v )]−1s(β̃(a), σ2(a)

v )

donde

I(σ2
v) =

1

2

D∑

d=1

b4
d

(σ2
vb

2
d + ψ)2

(2.142)

y

s(β̃, σ2
v) = −1

2

D∑

d=1

b2
d

σ2
vb

2
d + ψ

+
1

2
b2
d

(θ̂d − zT
d β̃)2

(σ2
vb

2
d + ψ)2

.

similarmente, el algoritmo scoring para estimación MVR de σ2
v se reduce a

σ2(a+1)
v = σ2(a)

v + [IR(σ2(a)
v )]−1sR(σ2(a)

v ),

donde

IR(σ2
v) =

1

2
tr[PBPB] (2.143)

y

sR(σ2
v) = −1

2
tr[PB] +

1

2
yTPBPy,

donde B = diag(b2
1, · · · , b2

D) y P se han definido antes; ver Cressie (1992).
El estimador EBLUP de θ̃H

d , basado en los momentos, el estimador MV o
MVR de σ2

v , permanecen insesgados bajo el modelo si los errores vd y ed están
simétricamente distribuidos en torno a 0. En particular, θ̃H

d es insesgado bajo
el modelo para θd si vd y ed son normalmente distribuidos.

Para el caso especial de bd = 1 e iguales varianzas muestrales ψd = ψ, el
estimador BLUP (2.136) se reduce a

θ̃H
d = γθ̂d + (1− γ)zT

d β̂LS

con 1− γ = ψ/(ψ + σ2
v), donde β̂LS es el estimador de mı́nimos cuadrados de

β. Bajo normalidad, podemos obtener un estimador insesgado 1− γ∗ de 1− γ
notando que S/(ψ+σ2

v) es una variable χ2 con D−p grados de libertad, donde

S =
∑

d(θ̂d − zT
d β̂LS)

2 es la suma de cuadrados residual. Tenemos

1− γ∗ = ψ(D − p− 2)/S,

y un estimador EBLUP de θd está dado por lo tanto por

θ̃H
d = γ∗θ̂d + (1 + γ∗)zT

d β̂LS.
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Este estimador es idéntico al estimador de James-Stein con valor inicial su-
puesto θ0

d = zT
d β̂LS. Nótese que ambos estimadores simples de momentos, σ̂2

vs

y σ̂2
vm, conducen a

1− γ̂ = ψ(D − p)/S,

el cual es aproximadamente igual a 1− γ∗ para D grande y p fijo.

2.4.2. Modelo básico tipo B

Consideraremos ahora el modelo básico de nivel unidad (tipo B) (2.95)
y describiremos aqúı la estimación EBLUP, usando el resultado general pa-
ra el modelo mixto lineal general con estructura de covarianzas diagonal por
bloques.

Como establecimos antes, podemos tomar la media del área pequeña d

como µd = X
T

d β +vd si los tamaños de la población, Nd, de las áreas pequeñas
son suficientemente grandes. En este caso, podemos usar la parte de la muestra
del modelo (2.95), es decir, ydj = xT

d β + vd + edj, j = 1, · · · , nd; d = 1, · · · , D
el cual puede escribirse en notación matricial como

yd = Xdβ + vd1nd
+ ed, d = 1, · · · , D (2.144)

para hacer inferencias sobre Y d, recurriendo al resultado general. En el caso
de fracción de muestreo no despreciable, nd/Nd, se manejará recurriendo al
modelo poblacional (2.95).

Estimador BLUP

El modelo (2.144) es un caso especial del modelo general (2.129) con es-
tructura de covarianzas diagonal por bloques. Tenemos

yd = yd, Xd = Xd, Zd = 1nd
,

vd = vd, ed = ed, β = (β1, · · · , βp)
T ,

donde yd es el vector de nd × 1 observaciones muestrales ydj de el área d.
Además,

Gd = σ2
v , Rd = σ2

ediag1≤j≤nd
(k2

dj)

de modo que
Vd = Rd + σ2

v1nd
1T

nd
.

También, µd = X
T

d β + vd aśı que 1d = Xd y md = 1. La matriz Vd puede
invertirse expĺıcitamente como

V−1
d =

1

σ2
e

[
diagj(adj)− γd

ad·
ada

T
d

]
(2.145)
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usando el siguiente resultado estándar sobre inversión de matrices:

(A + uvT )−1 = A−1 −A−1uvTA−1/(1 + vTA−1u). (2.146)

Aqúı tenemos

adj = k−2
dj , ad· =

∑
j

adj, ad = (ad1, · · · , adnd
)T

y
γd = σ2

v/(σ
2
v + σ2

e/ad·). (2.147)

Haciendo las anteriores sustituciones en la fórmula general (2.130) y no-
tando que (σ2

v/σ
2
e)(1 − γd) = γd/ad·, obtenemos el estimador EBLUP de µd

como
µ̃H

d = X
T

d β̃ + γd(yda − xT
daβ̃), (2.148)

donde yda y xda son medias ponderadas dadas por

yda =
∑

j

adjydj/ad·, xda =
∑

j

adjxdj/ad·,

y β̃ es el BLUE de β:

β̃ =

(∑

d

XT
d V−1

d Xd

)−1 (∑

d

XT
d V−1

d yd

)
, (2.149)

donde

XT
d V−1

d Xd = Ad = σ−2
e

(∑
j

adjxdjx
T
dj − γdad·xdax

T
da

)
(2.150)

y

XT
d V−1

d yd = σ−2
e

(∑
j

adjxdjydj − γdad·xdayda

)
. (2.151)

El estimador BLUP (2.148) puede expresarse también como un estimador com-
binado del estimador de “regresión de encuesta” yda + (Xd − xda)

T β̃ y el esti-

mador de regresión sintético X
T

d β̃:

µ̃H
d = γd[yda + (Xd − xda)

T β̃] + (1− γd)X
T

d β̃. (2.152)

El peso γd mide la variación del modelo, σ2
v , respecto a la varianza total

σ2
v + σ2

e/ad·. Si la varianza del modelo es relativamente pequeña, entonces γd
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será pequeña y se asignará mayor peso al componente sintético. Similarmente,
el mayor peso corresponderá al estimador de regresión de encuesta cuando ad·
aumenta.

El β̃ BLUE y su matriz de covarianzas (
∑

d XT
d V−1

d Xd)
−1 pueden calcular-

se usando solamente mı́nimos cuadrados ordinarios transformando primero el
modelo (2.144) con errores correlados udj = vd + edj a un modelo con errores
no correlados u∗dj. El modelo transformado está dado por

k−1
dj (ydj − τdyda) = k−1

dj (xdj − τdxda)
T β + u∗dj, (2.153)

donde τd = 1− (1− γd)
1/2 y los u∗dj tienen media cero y varianza constante σ2

e

(Stukel y Rao, 1997). Si kdj = 1 para todo (d, j), (2.153) se reduce al modelo
transformado de Fuller y Battese (1973).

El estimador BLUP (2.152) depende de la razón de varianzas σ2
v/σ

2
e , la cual

es desconocida en la práctica. Reemplazando σ2
v y σ2

e por estimadores σ̂2
v y σ̂2

e ,
obtenemos un estimador EBLUP.

µ̂H
d = γ̂d[yda + (Xd − xda)

T β̂] + (1− γ̂d)X
T

d β̂ (2.154)

donde γ̂d y β̂ son los valores de γd y β̃ cuando (σ2
v , σ

2
e) es reemplazada por

(σ̂2
v , σ̂

2
e).

Estimación de σ2
v y σ2

e

Presentamos un método simple de estimación de las componentes de va-
rianza σ2

v y σ2
e . Involucra la presentación de regresión de mı́nimos cuadrados

ordinarios y el método de momentos, dos métodos para obtener estimadores de
σ2

v y σ2
e (Stukel y Rao, 1997). Fuller y Battese (1973), propusieron este método

para el caso especial kdj = 1 para todo (d, j).
Primero calculamos la suma de cuadrados residual SCR(1) con ν1 grados

de libertad haciendo la regresión a través del origen y de las desviaciones
k−1

dj (ydj − yda) sobre las desviaciones x distintas de cero k−1
dj (xdj − xda) para

aquellas áreas con nd > 1. Esto lleva a un estimador insesgado de σ2
e :

σ̂2
em = ν−1

1 SCR(1) (2.155)

donde ν1 = n − D − p1 y p1 es el número de las desviaciones de x distintas
de cero. Calculamos en seguida la suma de cuadrados residual SCR(2) por
regresión de ydj/kdj sobre xdj/kdj. Un estimador insesgado de σv está dado
entonces por

σ̃2
vm = η−1

1 [SCR(2)− (n− p)σ̂2
e ], (2.156)

notando que
E[SCR(2)] = η1σ

2
v + (n− p)σ2

e ,
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donde

η1 =
∑

d

ad·


1− ad·xT

da

(∑

d

∑
j

adjxdjx
T
dj

)−1

xda


 . (2.157)

Los estimadores σ̃2
vm y σ̂2

em son equivalentes a aquellos encontrados usando el
método de “ajuste de constantes” atribuido a Henderson (1953). Sin embargo,
el método anterior requiere regresión por mı́nimos cuadrados sobre p1 + D
variables, en contraste con p1 variables para el método de transformación, y
aśı es computacionalmente más engorroso cuando el número de áreas pequeñas,
D, aumenta.

Dado que σ̃2
vm puede tomar valores negativos, truncamos σ̃2

vm para poner
cero siempre que sea negativo. El estimador truncado σ̃2

vm = máx(σ̃2
vm, 0) no

es menos sesgado pero es consistente cuando D crece. Para el caso especial
de kdj = 1 para todo (d, j), Battese, Harter y Fuller (1988), propusieron un
estimador alternativo de γd el cual es aproximadamente insesgado para γd.

Asumiendo normalidad de los errores vd y ed, pueden también emplearse
MV o MVR . Una estimación sencilla de ECM,

ecmN(µ̂H
d ) = g1d(σ̂

2
v , σ̂

2
e) + g2d(σ̂

2
v , σ̂

2
e), (2.158)

puede calcularse usando el procedimiento PROC MIXED en SAS, donde(σ̂2
v , σ̂

2
e)

son los estimadores MV o MVR de g3d(σ
2
v , σ

2
e).

Fracciones de muestreo no despreciables

Si la fracción de muestreo fd = nd/Nd no es despreciable, entonces no
podemos tomar la media de área pequeña Y d como Xβ + vd. Sin embargo,
podemos escribir Y d como

Y d = fdyd + (1− fd)y
∗
d,

donde yd es la media muestral y y∗d es la media de los valores no muestreados
y∗dj, de el área d. Bajo el modelo poblacional (2.95), reemplazamos las y∗dj no

observadas por su estimador x∗Tdj β̃ + ṽd, donde x∗dj son los valores x asociados

con y∗dj. El estimador BLUP resultante de Y d está dado por

Ỹ
H

d = fdyd + (1− fd)(x
∗T
d β̃ + ṽd) = fdyd + (1− fd)ỹ

∗H
d , (2.159)

donde x∗d es la media de los valores no muestreados x∗dj y

ỹ
∗H
d = γd[yda + (x∗d − xda)

T β̃] + (1− γd)x
∗T
d β̃. (2.160)
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Nótese que x∗d = (NdXd − ndxd)/(Nd − nd) puede calcularse conociendo sola-

mente la media de la población Xd. La propiedad BLUP de Ỹ
H

d se establece

fácilmente mostrando que Cov(bTy, Ỹ
H

d − Y d) = 0 para toda función lineal
cero bTy, es decir, E(bTy) = 0 (Stukel, 1991).

Algunas Extensiones EBLUP para modelos de áreas pequeñas

Existen varias extensiones de los modelos EBLUP para áreas pequeñas. En
seguida presentaremos un breve resumen de ellas.

Modelo Multivariante de Fay-Herriot: El modelo multivariante de Fay-
Herriot está dado por (2.77). Este modelo puede también expresarse como un
caso especial del modelo general (2.129) con estructura de covarianzas diagonal
por bloques. Tenemos

yd = θ̂d, Xd = Zd, Zd = Ir

y

vd = vd, ed = ed, β = (β1, · · · , βp)
T ,

donde θ̂d = (θ̂d1, · · · , θ̂dr)
T es un vector de r estimadores directos para el área

d. Además,

Gd = Σv, Rd = Ψd,

para que

Vd = Ψd + Σv.

También, µd = θd = Ldβ + Mdvd, con Ld = Zd y Md = Ir.
Haciendo la anterior sustitución en la fórmula general (2.133), obtenemos

el estimador BLUP de θd como

θ̃H
d = Σv(Ψd + Σv)

−1θ̂d + Ψd(Ψd + Σv)
−1Zdβ̃, (2.161)

donde

β̃ =

[
D∑

d=1

ZT
d (Ψd + Σv)

−1Zd

]−1 [
D∑

d=1

ZT
d (Ψd + Σv)

−1θ̂d

]
. (2.162)

El estimador (2.161) es una extensión natural del estimador BLUP univariante
(2.136).

El estimador EBLUP θ̃H
d se obtiene sustituyendo un estimador Σ̂v para Σv

en (2.161).
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Errores de Muestreo Correlados: El modelo Fay-Herriot con errores de
muestreo correlados está dado por (2.79). Es un caso especial del modelo mixto

lineal general (2.112) con R = Ψ, Z = I,G = σ2
vID,X = Z y y = θ̂ =

(θ̂1, · · · , θ̂D)T . Usando estos valores en el estimador BLUP general con L = Z
y M = I, obtenemos el estimador BLUP de θ = (θ1, · · · , θD)T como

θ̃H = Zβ̃ + σ2
vV

−1(θ̂ − Zβ̃), (2.163)

donde

β̃ = (ZTV−1Z)−1(ZTV−1β̂)

y

V = Ψ + σ2
vI.

El estimador EBLUP θ̂H se obtiene asumiendo Ψ conocida y sustituyendo un
estimador de σ̂2

v para σ2
v .

Isaki, Tsay y Fuller (2000) relajaron el supuesto de una matriz de cova-

rianzas muestral conocida Ψ. Reemplazaron Ψ en el estimador EBLUP θ̂H

por

Ψ̂φ = φΨ̂d + (1− φ)Ψ̂, (2.164)

donde Ψ̂ es un estimador basado en la muestra de Ψ con elementos en la
diagonal ψ̂dd, d = 1, · · · , D, Ψ̂d = (ψdd, d = 1, · · · , D) y φ es una constante
especificada, 0 ≤ φ ≤ 1.

Series de tiempo y modelos transversales

Modelo de Rao-Yu: El modelo dado por (2.80) y (2.81) con AR(1) o mode-
lo de salto aleatorio sobre los errores udt proporciona una extensión del modelo
básico tipo A para manejar series de tiempo y datos transversales. Notando
los estimadores directos θ̂dt como θ̂d = (θ̂d1, · · · , θ̂dT )T , d = 1, · · · , D, podemos
escribir el modelo en la forma (2.129) con estructura de covarianzas diagonal
por bloques. Tenemos

yd = θ̂d, Xd = (zd1, · · · , zdT )T , Zd = (1T , IT ),

vT
d = (vd,u

T
d ), ed = (ed1, · · · , edT )T

y β = (β1, · · · , βp)
T , donde 1T es el vector de 1s, e IT es la matriz identidad

de orden T . Además,

Gd =

[
σ2

v 0T

0 σ2Λ

]
, Rd = Ψd
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donde Λd = Λ es la matriz de covarianzas de T × T de ud = (ud1, · · · , udT )T

con (t, s)-ésimo elemento ρ|t−s|/(1− ρ2) para el modelo AR(1) udt = ρud,t−1 +
εdt, |ρ| < 1; y el (t, s)-ésimo elemento mı́n(t, s) para el modelo de salto aleatorio
udt = ud,t−1 + εdt. Podemos escribir Vd como

Vd = Ψd + σ2Λ + σ2
vJT

donde JT = 1TJT
T denota una matriz con todos sus elementos iguales a uno.

Además, los parámetros de áreas pequeñas θdT para el valor actual T puede
expresarse como θdT = µd = 1T

i β+mT
d vd con 1d = zdT y md = (1, 0, · · · , 0, 1)T .

Haciendo la anterior sustitución en la fórmula general BLUP (2.130), ob-
tenemos el estimador BLUP de θdT como

θ̃H
dT = zT

dT β̃ + (σ2
v1T + σ2λT )TV−1

d (θ̂d −Xdβ̃), (2.165)

donde λT
T es la T -ésima fila de Λ y

β̃ =

(∑

d

XT
d V−1

d Xd

)−1 (∑

d

XT
d V−1

d θ̂d

)
.

El estimador BLUP (2.165) puede expresarse también como una combinación

ponderada del estimador directo de θ̂dT , del estimador sintético zT
dT β̃ y los

residuos θ̂dt − zT
dT β̃, t = 1, · · · , T − 1:

θ̃H
dT = w∗

dT θ̂dT + (1− w∗
dT )zT

dT β̃ +
T−1∑
t=1

w∗
dt(θ̂dt − zT

dtβ̃), (2.166)

donde (w∗
d1, · · · , w∗

dT ) = (σ2
v1T + σ2ΛT )TVT

d ; d = 1, · · · , D.
Reemplazando σ2 y σ2

v por sus estimadores σ̂2(ρ) y σ̂2
v(ρ) en (2.165), obte-

nemos el estimador EBLUP θ̂H
dT (ρ) bajo el modelo AR(1) con ρ conocido. De

forma similar se obtiene el estimador EBLUP, θ̂H
dT , bajo el modelo de salto alea-

torio. El estimador EBLUP no requiere normalidad de los errores; solamente
se necesitan errores simétricamente distribuidos.

Los estimadores del ECM de θ̂H
dT (ρ) y θ̂H

dT para términos de orden o(D−1),
pueden obtenerse del resultado general obtenido antes.

Modelos de Espacio de Estado: El modelo de nivel de área dado por
(2.87)-(2.89), de estimación indirecta de dominios, permiten a los coeficientes
del modelo variar sobre el tiempo y sobre la sección. Es un caso especial del
modelo general de espacio de estado el cual puede expresarse en la forma

yt = Ztαt + εt; E(εt) = 0, E(εt, ε
T
t ) = Σt (2.167)
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αt = Hαt−1 + Aηt; E(ηt) = 0, E(ηtη
T
t ) = Γ (2.168)

donde εt y ηt son incorreladas sobre el tiempo. Este modelo es un caso especial
del modelo mixto lineal general pero, la forma espacio de estado permite la
actualización de las estimaciones sobre el tiempo, usando las ecuaciones del fil-
tro de Kalman (2.170)y (2.171), y suavizando el estimador anterior cuando los
nuevos datos están disponibles, usando un algoritmo apropiado de suavizado.
El vector αt es conocido como el vector de estado, (2.168) como la ecuación
de transición y (2.167) como la ecuación de medida.

Sea α̃t−1 el estimador BLUP de αt−1 basado en todos los datos observados
al tiempo t − 1, tal que α̃t|t−1 = Hα̃t−1 es el BLUP de αt al tiempo t − 1.
Además,

Pt|t−1 = HPt−1H
T + AΓAT

es la matriz de covarianzas de los errores de predicción α̃t|t−1 − αt, donde
Pt−1 = E(α̃t−1−αt−1)(α̃t−1−αt−1)

T es la matriz de covarianzas de los errores
de predicción al tiempo t−1. Este resultado se sigue sin dificultad de (2.168). A
veces t, el predictor de αt y su matriz de covarianzas son actualizadas usando
los nuevos datos (yt,Zt). Tenemos

yt − Ztα̃t|t−1 = Zt(αt − α̃t|t−1) + εt, (2.169)

el cual tiene la forma del modelo lineal mixto (2.112) con y = yt−Ztα̃t|t−1,Z =
Zt,v = αt − α̃t|t−1,G = Pt|t−1, Xβ ausente y V = Ft, donde

Ft = ZtPt|t−1Z
T
t + Σt.

Por lo tanto, el estimador BLUP ṽ = GZTV−1y se reduce a

α̃t = α̃t|t−1 + Pt|t−1Z
T
t F−1

t (yt − Ztα̃t|t−1). (2.170)

Además, se sigue de (2.120) que la matriz de covarianzas de los errores de
predicción ṽ − v son G − GZTV−1ZG, la cual en el caso de los errores de
predicción α̃t −αt se reduce a

Pt = Pt|t−1 −Pt|t−1Z
T
t F−1

t ZtPt|t−1. (2.171)

El modelo general de espacio de estado, (2.167) y (2.168), cubren ambos mo-
delos, el modelo de nivel de área y el modelo de nivel unidad.

El estimador BLUP α̃t incluye parámetros desconocidos δ que especifican
las matrices de covarianzas Σt y Γ. El vector δ puede contener también ele-
mentos desconocidos de la matriz de transición. Asumiendo normalidad de los
errores εt y ηt, pueden obtenerse estimadores MV de estos parámetros expre-
sando la log verosimilitud en la forma

log L = const.− 1

2

T∑
t=1

log |Ft| − 1

2

T∑
t=1

(yt − ỹt|t−1)
TF−1

t (yt − ỹt|t−1), (2.172)



2.4. MODELOS BÁSICOS EBLUP DE NIVEL DE ÁREA 71

donde ỹt|t−1 = Ztα̃t|t−1 es el BLUP de yt al tiempo t − 1 y yt − ỹt|t−1 es el
vector de errores de predicción. La representación (2.172) se sigue escribiendo
L como

L =
T∏

t=1

p(yt|Yt−1),

donde p(yt|Yt−1) es la distribución condicional de yt dado Yt−1 = {yt−1, · · · ,y1}
y notando que p(yt|Yt−1) es normal con media ỹt|t−1 y matriz de covarianzas
Ft. El estimador MV de δ y los parámetros de la especificación inicial pue-
den ser obtenidos usando el método scoring con una longitud de paso variable
(Pfeffermann y Burck, 1990). Resolvemos el siguiente conjunto de ecuaciones
iterativamente:

δ(a+1) = δ(a) + rd[I(δ(a))]−1s(δ(a)).

Aqúı, δ(a) es el valor del estimador en la a-ésima iteración, s(δ) es el vector
score consistente de los elementos ∂L/∂δd, I(δ) es la matriz de información
y rd es una variable de longitud de paso introducida para garantizar que la
verosimilitud sea no decreciente, es decir, L(δ(a+1)) ≥ L(δ(a)) en cada iteración
a. El método de momentos también puede usarse para estimar los parámetros
del modelo δ sin el supuesto de normalidad. Singh, Mantel y Thomas (1994),
presentaron tales estimadores para casos especiales, usando un método de mo-
mentos análogo al método de Fay y Herriot (1979), para datos transversales.

El estimador EBLUP α̂t se obtiene sustituyendo un estimador δ̂ por δ en
α̃t. El estimador EBLUP resultante de θt = Ztαt es

θ̂H
t = Ztα̂t. (2.173)

Pfeffermann y Tiller (2001), establecieron la validez del estimador boots-
trap del ECM para términos de segundo orden, bajo ciertas condiciones de
regularidad.

Modelos espaciales: Los modelos espaciales discutidos antes son similares
al modelo de Fay-Herriot excepto por la correlación espacial entre los efectos
aleatorios de área pequeña vd. Por lo tanto, G = σ2

vID se cambia por G = Γ(δ),
donde la matriz de covarianzas Γ(δ) puede tomar la forma Γ(δ) = σ2

v(I −
ρQ)−1B como se ha especificado en (2.91) o Γ(δ) = σ2

v(δ1I + δ2D) o Γ(δ) =
σ2

v [δ1I− δ2D(δ3)] como se ha usado en la literatura geoestad́ıstica, donde D y
D(δ3) están definidas en la subsección 2.2.2.

Los modelos espaciales son casos especiales del modelo mixto lineal general
(2.112). Por lo tanto, el estimador BLUP de θd = zT

d β + bdvd puede obtenerse
de la fórmula general (2.115), para un δ especificado. En la práctica, δ es

desconocido y necesitamos reemplazarlo por un estimador δ̂ para obtener el
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estimador EBLUP de θd. Los estimadores MV y MVR de δ pueden obtenerse
del resultado general obtenido antes.

Modelo de regresión multivariante de error anidado: La parte de
la muestra del modelo de regresión multivariante con error anidado (2.99)
puede expresarse como un caso especial del modelo mixto general (2.129) con
estructura de covarianzas diagonal por bloques. Tenemos

yT
d = (yT

d1, · · · ,yT
dnd

), eT
d = (eT

d1, · · · , eT
dnd

)

vd = vd, β = vec(B),

XT
d = [(Ir ⊗ xT

d1)
T , · · · , (Ir ⊗ xT

dnd
)T ]

Zd = Ind
⊗ Ir, d = 1, · · · , D,

donde el operador ⊗ denota el producto directo, Ind
es el vector de nd unos,

vec(B) es el vector de pr × 1 obtenido colocando las columnas de la matriz
B de r × p uno abajo la otra empezando con la primera columna, y nd es el
número de observaciones multivariantes ydj de la muestra. Además,

Gd = Σv, Rd = Ind
⊗Σe

para que
Vd = (Jnd

⊗Σv) + (Ind
⊗Σe),

donde Jnd
= 1nd

1T
nd

y Ind
es la matriz identidad de orden nd. Los parámetros

de interés son los vectores de medias de áreas pequeñas Yd ≈ BXd + vd =

(Ir ⊗X
T

d )β + vd si el tamaño de la población Nd es grande. Por lo tanto, Yd

es de la forma µd = Ldβ + Mdvd con Ld = Ir ⊗X
T

d y Mi = Ir.
Haciendo la anterior sustitución en la fórmula general (2.133) obtenemos el

estimador BLUP µ̃H
d de µd = BTXd +vd. El estimador EBLUP µ̂H

d se obtiene

de la sustitución apropiada de los estimadores Σ̂v y Σ̂e para Σv y Σe.

Modelo lineal de varianzas con error aleatorio: Introdujimos antes un
modelo de efectos aleatorios simple con varianza de errores aleatorios, σ2

ed.
Asumiendo igualdad de tamaños de muestra de área pequeña, nd = n, la parte
de la muestra de este modelo puede escribirse como

ydj = β + vd + edj, j = 1, · · · , n; d = 1, · · · , D

vd
iid∼(0, σ2

v), edj|σ2
ed

iid∼(0, σ2
ed) para cada d, (2.174)

σ2
ed

iid∼(σ2
e , δe).
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No se imponen supuestos a las distribuciones de vd, edj|σ2
ed y σ2

ed.
El estimador EBLUP de la media de área pequeña µd = µ+vd bajo (2.174)

es idéntico al estimador EBLUP obtenido bajo el supuesto de igualdad de
varianza del error σ2

ed = σ2
e (es decir, δe = 0). Está dado por

µ̂H
d = yd + γ̂(yd − y), (2.175)

donde yd y y es la media de la muestra del área d y la media muestral total, y
γ̂ = σ̂2

v/(σ̂
2
v + σ̂2

e/n) con D(n−1)σ̂2
e =

∑
d

∑
j(ydj−yd)

2 y (D−1)(σ̂2
v + σ̂2

e/n) =∑
d(yd − y)2.

Modelo de regresión de error anidado doble: Hemos descrito un mode-
lo de regresión de error anidado doble apropiado para muestreo en dos etapas
dentro de áreas: se selecciona una muestra, sd, de md unidades primarias (con-
glomerados) de el área d y si el j-ésimo conglomerado es seleccionado entonces
se selecciona una submuestra, sdj, de ndj elementos del j-ésimo conglomerado
y se observan los valores asociados (ydjl,xdjl); l = 1, · · · , ndj. Asumimos que la
muestra obedece el modelo bivariado dado por (2.100) aśı que

ydjl = xT
djlβ + vd + udj + edjl; l = 1, · · · , ndj; j = 1, · · · , md; d = 1, · · · , D,

(2.176)

donde vd
iid∼(0, σ2

v), udj
iid∼(0, σ2

u) y edjl = kdjlẽdjl con ẽdjl
iid∼(0, σ2

e), y constantes
conocidas kdjl. Además, {vd}, {udj} y {ẽdjl} son mutuamente independientes.

El modelo bivariado (2.176) es un caso especial del modelo mixto lineal
general (2.129) con estructura de covarianzas diagonal por bloques. Fijando
col1≤d≤t(ad) = (aT

1 , · · · , aT
t )T y diag1≤d≤t(Ad) = blockdiag(A1, · · · ,At), tene-

mos

yd = col1≤j≤md
(ydj), ydj = col1≤l≤ndj

(ydjl),

Xd = col1≤j≤md
(col1≤l≤ndj

(xT
djl)), Zd = (zd|Z2d),

vd =

(
vd

v2d

)
, β = (β1, · · · , βp)

T ,

y ed se obtiene de yd cambiando ydjl por edjl, donde

zd = col1≤j≤md
(col1≤k≤ndj

(1)) = col1≤j≤md
(zdj),

Z2d = diag1≤j≤md
(zdj), v2d = col1≤j≤md

(udj).

Además,

Gd =

[
σ2

v 0T

0 σ2
uImd

]
, Rd = diag1≤j≤md

(Rdj)
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y Rdj = diag1≤l≤ndj
(σ2

ek
2
djl), donde Ib es la matriz identidad de orden b y 0 es

un vector de ceros. Usando una forma expĺıcita para V−1
d , la fórmula general

(2.132) para β̃ se reduce a
β̃ = A−1b, (2.177)

σ2
eA =

∑

d

∑
j

∑

l

adjlxdjlx
T
djl −

∑

d

∑
j

adj·γdjxdjax
T
dja

−(σ2
e/σ

2
u)

∑

d

γd

(∑
j

γdj

)
xdγx

T
dγ,

y

σ2
eb =

∑

d

∑
j

∑

l

adjlxdjlydjl −
∑

d

∑
j

adj·γdjxdjaydja

−(σ2
e/σ

2
u)

∑

d

γd

(∑
j

γdj

)
xdγydγ,

donde adjl = k−2
djl , adj· =

∑
l adjl, ydγ =

∑
j γdjydja/(

∑
j γdj),xdγ =

∑
j γdjxdja/(

∑
j γdj)

con ydja =
∑

l adjlydjl/adj·,xdja =
∑

l adjlxdjl/adj·, y

γdj = σ2
u/(σ

2
u + σ2

e/adj·), γd = σ2
v/[σ

2
v + σ2

u/(
∑

j

γdj)] (2.178)

ver Stukel y Rao (1999). Además, la fórmula general (2.131) para el estimador
BLUP de vd se reduce a ṽ = (ṽd,v

T
2d) con elementos

ṽd = γd(ydγ − xT
dγβ̃) (2.179)

y
ũdj = γdj(ydja − xT

djaβ̃)− γdγdj(ydγ − xT
dγβ̃). (2.180)

El estimador BLUP de la media de área pequeña Y d está dada por

Ỹ
H

d =
1

Nd


∑

j∈sd

∑

k∈sdj

ydjk +
∑
j∈sd


∑

l∈sdj

y∗djl


 +

∑
j∈sd




Ndj∑

l=1

y∗∗djl





 , (2.181)

donde sdj es el conjunto de elementos no muestreados en el j-ésimo conglome-
rado muestreado, sd es el conjunto de conglomerados no muestreados, Ndj es el
número de elementos en el j-ésimo conglomerado de el área d (j = 1, · · · ,Md)
y Nd =

∑
j Ndj es el número total de elementos en el área d. Además,

y∗djl = xT
djlβ̃ + ṽd + ũdj (2.182)



2.4. MODELOS BÁSICOS EBLUP DE NIVEL DE ÁREA 75

y
y∗∗djl = xT

djlβ̃ + ṽd. (2.183)

La propiedad BLUP de Ỹ
H

d se establece mostrando que Cov(aTy, Ỹ
H

d −Y d) = 0
para toda función cero aTy =

∑
d aT

d yd, es decir, E(aTy) = 0; ver Stukel

(1991, caṕıtulo 3). La fórmula (2.181) para Ỹ
H

d muestra que Ỹ
H

d se obtiene sin
dificultad de β̃, ṽd y ũdj dados por (2.177), (2.179) y (2.180), respectivamente.

Si el número de unidades primarias, Nd, es grande, entonces Y d puede

aproximarse como Y d ≈ µd = X
T

d β + vd, donde X es el vector de medias de x
conocidas de la población. En este caso, el estimador BLUP de µd está dado
por

µ̃H
d = γd[ydγ + (Xd − xdγ)

T β̃] + (1− γd)X
T

d β̃. (2.184)

La fórmula (2.184) muestra que el estimador BLUP de µd es un estimador
combinado del estimador de regresión ydγ + (Xd − xdγ)

T β̃ y el estimador de

regresión sintético X
T

d β̃. Nótese que µ̃H
d depende de los valores x poblacionales

solamente a través de la media Xd.

Modelo de dos niveles: Hemos introducido un modelo de dos niveles que
integra efectivamente el uso de unidades de nivel y covariables de nivel de área
en un solo modelo (2.106). Asumimos que la muestra obedece al modelo de
dos niveles para que

yd = X̃dZ̃dα + X̃dvd + ed; d = 1, · · · , D (2.185)

donde (yd, X̃d, ed) corresponde a la parte de la muestra del modelo de la pobla-
ción (2.106); usamos X̃d aqúı para denotar la parte de la muestra de XP

d para
evitar confundir con Xd del modelo mixto lineal general. El modelo (2.185)
es un caso especial del modelo mixto lineal general (2.129) con estructura de
covarianzas diagonal por bloques. Tenemos

yd = yd = col1≤j≤nd
(ydj), Xd = X̃dZ̃d, Zd = X̃d,

β = α, vd = vd, ed = ed,

Gd = Σv, Rd = σ2
ediag1≤j≤nd

(k2
dj),

donde nd es el tamaño de muestra en el área d (d = 1, · · · , D) y las kdj son
constantes conocidas.

Si Nd es grande, podemos expresar la media Y d como X
T

d Zdα + X
T

d vd,
donde Xd es el vector de medias de x conocidas de la población. Si ahora
se sigue que el estimador BLUP, µ̃H

d , y su ECM son fácilmente obtenidos de

(2.130) y (2.132) usando 1T
d = X

T

d Zd y mT
d = X

T

d .
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El estimador BLUP, µ̃H
d , depende de los p(p + 1)/2 distintos elementos

de la matriz Σv de p × p y la varianza del error σ2
e . Moura y Holt (1999),

usaron mı́nimos cuadrados generalizados iterados restringidos (RIGLS) para
estimar los anteriores parámetros, δ. Goldstein (1989), propuso este método
para modelos multi nivel. El estimador EBLUP µ̂H

d , se obtiene del estimador

BLUP reemplazando δ por el estimador RIGLS δ̂.
Cuando las fracciones de muestreo, fd = nd/Nd, no son pequeñas, el esti-

mador EBLUP de Y d y su estimador del ECM se obtienen mediante la me-
todoloǵıa descrita para fracciones de muestreo no despreciables. Para mayores
detalles consultar Moura y Holt (1999).
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2.5. Estimación bayesiana de áreas pequeñas

El método EBLUP es aplicable a modelos lineales mixtos que cubren mu-
chas aplicaciones de estimación de áreas pequeñas. La normalidad de los efectos
aleatorios y de los errores no es necesaria para la estimación puntual, pero si
es necesario el supuesto de normalidad para obtener el estimador del ECM
exacto.

Los modelos lineales mixtos se diseñan para variables continuas, y, pero no
son apropiados para manejar datos binarios o de frecuencias. Los métodos de
bayes emṕırico (BE) y bayes jerárquico (BJ) son aplicables más generalmente
en el sentido de ocuparse de modelos para datos binarios y de frecuencias aśı co-
mo los modelos lineales mixtos normales. En el último caso, los estimadores
BE y EBLUP son idénticos.

2.5.1. Método emṕırico de bayes

En esta subsección, describiremos el método emṕırico de bayes (BE) en el
contexto de la estimación de áreas pequeñas. La aproximación de BE puede
resumirse como sigue:

(i) Obtener la densidad a posteriori, f(µ|y, λ), de los parámetros de interés
(aleatorios) del área pequeña, µ, dados los datos y, usando la densidad
condicional, f(y|µ, λ), de y dado µ y la densidad f(µ|λ2) de µ, donde
λ = (λT

1 ,λT
2 )T denota el vector de parámetros del modelo.

(ii) Estimar los parámetros del modelo, λ, de la densidad marginal, f(y|λ),
de y.

(iii) Usar la densidad a posteriori estimada, f(µ|y, λ̂), para hacer inferencias

acerca de µ, donde λ̂ es un estimador de λ.

La densidad de µ se interpreta a menudo como densidad a priori sobre µ, pero
realmente es una parte del modelo postulado sobre (y, µ) y puede validarse de
los datos, a diferencia de a prioris subjetivas sobre parámetros del modelo, λ,
usados en la aproximación BJ. En este sentido la aproximación BE es esencial-
mente frecuentista, y las inferencias de BE hacen referencia a promediar sobre
la distribución conjunta de y y µ. A veces se escoge una densidad a priori para
λ, pero solamente para obtener estimadores y medidas de variabilidad aso-
ciadas, aśı como intervalos de confianza con buenas propiedades frecuentistas
(Morris, 1983b).

En la aproximación de bayes emṕırica paramétrica (BEP), se asume una
forma paramétrica, f(µ, λ2), para la densidad de µ. Por otro lado, los méto-
dos de bayes emṕıricos no paramétricos (BENP) no especifican la forma de
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la distribución (a priori) de µ. Se usa máxima verosimilitud no paramétrica
para estimar la distribución (a priori) de µ (Laird, 1978). También se usan
representaciones semi-no paramétricas (SNP) de la densidad de µ para hacer
inferencias de BE.

Modelo básico de nivel de área

Asumiendo normalidad, el modelo básico de nivel de área (2.134) puede
expresarse como un modelo jerárquico de dos etapas:

(i) θ̂d|θd
ind∼ N(θd, ψd), d = 1, · · · , D;

(ii) θd
ind∼ N(zT

d β, b2
dσ

2
d), d = 1, · · · , D, donde β es el vector de p×1 paráme-

tros de regresión.

En el enfoque bayesiano, los parámetros del modelo β y σ2
v son aleatorios, y

el modelo jerárquico de dos etapas es llamado “modelo jerárquico condicional-
mente independiente” (MJCI) porque los pares (θ̂d, θd) son independientes en
las d áreas, condicionalmente sobre β y σ2

v (Kass y Steffey, 1989).

Estimador BE: El estimador “óptimo” del valor realizado de θd está dado
por la esperanza condicional de θd dado θ̂d, β y σ2

v :

E(θd|θ̂d,β, σ2
v) = θ̂B

d = γdθ̂d + (1− γd)z
T
d β, (2.186)

donde γd = b2
dσ

2
v/(b

2
dσ

2
v + ψd). El resultado (2.186) se sigue de la distribución a

posteriori (o condicional) de θd dado θ̂d, β y σ2
v :

θ̂d,β, σ2
v

ind∼ N(θ̂B
d , g1d(σ

2
v) = γdψd). (2.187)

El estimador θ̂B
d = θ̂B

d (β, σ2
v) es el estimador de “bayes” bajo pérdida de error

cuadrático medio y es óptimo en el sentido que su ECM, ECM(θ̂B
d ) = (θ̂B

d −θd)
2

es más pequeño que el ECM de cualquier otro estimador de θd, lineal o no lineal
en los θ̂d. Puede ser más apropiado nombrar a θ̂B

d como el estimador de la mejor
predicción (MP) de θd porque se obtiene de la distribución condicional (2.187)
sin asumir una distribución a priori sobre los parámetros del modelo (Jiang,
Lahiri y Wan, 2002).

El estimador de bayes θ̂B
d depende de los parámetros del modelo β y σ2

v , los

cuales se estiman de la distribución marginal: θd
ind∼ N(zT

d β, b2
dσ

2
v + ψd) usando

MV o MVR. Denotando los estimadores como β̂ y σ̂2
v obtenemos el estimador

BE o el BP emṕırico (EBP) de θd de θ̂B
d sustituyendo β̂ por β y σ̂2

v por σ2
v :

θ̂BE
d = θ̂B

d (β̂, σ̂2
v) = γ̂dθ̂d + (1− γ̂d)z

T
d β̂. (2.188)
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El estimador BE, θ̂BE
d , es idéntico al estimador EBLUP θ̂H

d dado por (2.139).

Nótese que θ̂BE
d es también la media de la densidad a posteriori estimada,

f(θd|θ̂, β̂, σ̂2
d), de θd, es decir, N(θ̂BE

d , γ̂dψd).
Morris (1983b), estudió el caso especial de igualdad de varianzas muestra-

les ψd = ψ y bd = 1 para todo d, que resulta ser idéntico al estimador de
James-Stein. Para el caso de varianzas desiguales ψd y bd = 1, utilizó la cons-
tante multiplicativa (D− p− 2)/(D− p) en el estimador BE (2.188); es decir,
reemplazó 1− γ̂ por

1− γ∗ = [(D − p− 2)/(D − p)]ψ/(ψ + σ̂2
v), (2.189)

donde σ̂2
v es el estimador MVR de σ2

v . Propuso también un estimador alter-
nativo de σ2

v . Es similar al estimador de momentos de Fay-Herriot. Se obtiene
resolviendo

σ2
v =

(∑

d

αd

)−1 [∑

d

αd

{
m

D − p
(θ̂d − zT

d β̃)2 − ψd

}]
(2.190)

iterativamente para σ2
v , donde β̃ = β̃(σ2

v) es el estimador de mı́nimos cuadrados
ponderados de β y αd = 1/(σ2

v + ψd). Si la solución, σ̃2
v , es negativa, tomamos

σ̂2
v = máx(σ̃2

v , 0). Si αd se reemplaza por α2
d en (2.190), entonces la solución

resultante es aproximadamente igual al estimador de MVR de σ2
v .

Una ventaja del estimador BE (o EBP) es que puede aplicarse para ha-
llar el estimador BE de cualquier función φd = h(θd); en particular, Y d =

g−1(θd) = h(θd). El estimador BE se obtiene del estimador de bayes φ̂B
d =

E(φd|θ̂d, β, σ2
v) sustituyendo (β̂, σ̂2

v) por (β, σ2
v). El cálculo del estimador BE

φ̂BE
d podŕıa requerir el uso de integración de Monte Carlo o numérica. Por ejem-

plo, {θ(r)
d , r = 1, · · · , R} puede simularse de la densidad posterior estimada, es

decir, N(θ̂BE
d , γ̂dψd), para obtener una aproximación de Monte Carlo:

φ̂BE
d ≈ 1

R

R∑
r=1

h(θ
(r)
d ). (2.191)

El cálculo de (2.191) puede simplificarse reescribiendo (2.191) como

φ̂BE
d ≈ 1

R

R∑
r=1

h
(
θ̂BE

d + z
(r)
d

√
γ̂dψd

)
, (2.192)

donde {z(r)
d , r = 1, · · · , R} son generados de N(0, 1).

La aproximación (2.192) será buena si el número de muestras simuladas,
R, es grande.
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Jiang, Lahiri y Wan (2002), propusieron un método Jackknife de estimación
del ECM de los estimadores BE. Este método es más general que el método
bootstrap paramétrico para θ̂H

d = θ̂BE
d , pero ilustraremos su uso aqúı para

estimar MSE(θ̂BE
d ).

Los pasos jackknife para estimar los dos términos, M2d y M1d, son como
sigue. Sea θ̂BE

d = kd(θ̂d, β̂, σ̂2
v) el estimador BE de θd expresado como una

función del estimador directo θ̂d y los estimadores de los parámetros β̂ y σ̂2
v .

Paso 1. Calcular los estimadores β̂−l y σ̂2
v,−l eliminando el l-ésimo conjunto de

datos de área (θ̂l, zl) del conjunto total de datos {(θ̂d, zd); d = 1, · · · , D}.
Este cálculo se hace para cada l para obtener D estimadores de β y
σ2

v : {(β̂−l, σ̂
2
v,−l); l = 1, · · · , D}, los cuales, a su vez, proporcionan D

estimadores de θd: {θ̂BE
d,−l; l = 1, · · · , D}, donde θ̂BE

d,−l = kd(θ̂d, β̂−l, σ̂
2
v,−l).

Paso 2. Calcular el estimador de M2d como

M̂2d =
D − 1

D

D∑

l=1

(θ̂BE
d,−l − θ̂BE

d )2. (2.193)

Paso 3. Calcular el estimador de M1d como

M̂1d = g1d(σ̂
2
v)−

D − 1

D

D∑

l=1

[g1d(σ̂
2
v,−l)− g1d(σ̂

2
v)]. (2.194)

El estimador M̂1d corrige el sesgo de g1d(σ̂
2
v).

Paso 4. Calcular el estimador jackknife de ECM(θ̂BE
d ) como

ecmJ(θ̂BE
d ) = M̂1d + M̂2d. (2.195)

El método jackknife es aplicable al estimador BE de cualquier función
φd = h(θd), en particular, Y d = g−1(θd) = h(θd). Sin embargo, el cálculo

de ECMJ(φ̂BE
d ) = M̂1d + M̂2d podŕıa requerir integración de Monte Carlo o

numérica repetida para obtener M̂2d = (D − 1)D−1
∑

l(φ̂
BE
d,−l − φ̂BE

d )2 y el

estimador del sesgo corregido, M̂1d, de E(φ̂B
d − φd)

2.

Modelos lineales mixtos

Estimación BE: Asumiendo normalidad, el modelo lineal mixto (2.129) con
estructura de covarianzas diagonal por bloques puede expresarse como

yd|vd
ind∼ N(Xdβ + Zdvd,Rd) (2.196)
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vd
ind∼ N(0,Gd); d = 1, · · · , D,

donde Gd y Rd dependen de la varianza de los parámetros δ. El estimador de
bayes o mejor predictor (BP) de µd = 1T

d β +mT
d vd está dado por la esperanza

condicional de µd dado yd, β y δ:

µ̂B
d = µ̂B

d (β, δ) = E(µd|yd,β, δ) = 1T
d β + mT

d v̂B
d , (2.197)

donde
v̂B

d = E(vd|yd,β, δ) = GdZ
T
d V−1

d (yd −Xdβ) (2.198)

y Vd = Rd + ZdGdZ
T
d . El resultado (2.197) se sigue de la distribución a

posteriori de µd dado yd:

µd|yd, β, δ
ind∼ N(µ̂B

d , g1d(δ)). (2.199)

El estimador µ̂B
d depende de los parámetros del modelo β y δ los cuales

son estimados de la distribución marginal

yd
ind∼ N(Xdβ,Vd), d = 1, · · · , D (2.200)

usando MV o MVR. Denotando los estimadores como β̂ y δ̂, obtenemos el
estimador BE o BP emṕırico de µd de µ̂B

d sustituyendo β̂ por β y δ̂ por δ:

µ̂BE
d = µ̂BE

d (β̂, δ̂) = 1T
d β̂ + mT

d v̂B
d (β̂, δ̂). (2.201)

El estimador µ̂BE
d es idéntico al estimador EBLUP. Observe que µ̂BE

d es también

la media de la densidad a posteriori estimada, f(µd|yd, β̂, δ̂), de µd, es decir,

N(µ̂BE
d , g1d(δ̂)).

Estimador de bayes lineal emṕırico

Los métodos BE están basados en supuestos distribucionales sobre θ̂d|θd

y θd. Los métodos de bayes lineales emṕıricos (BLE) evitan supuestos distri-
bucionales especificando solamente el primero y segundo momentos pero res-
tringiendo a la clase de estimadores lineales, como en el caso de EBLUP para
los modelos lineales mixtos. Maritz y Lwin (1989), proporcionan un excelente
resumen de métodos lineales de bayes (BL).

Estimación de BL: Asumimos un modelo de dos fases de la forma θ̂d|θd
ind∼(θd,

ψd(θd)) y θd
ind∼(µd, σ

2
d), d = 1, · · · , D, entonces, tenemos θ̂d

ind∼(µd, ψd + σ2
d)

incondicionalmente, donde ψd = E(ψd(θd)). Este resultado se obtiene no-

tando que E(θ̂d) = E{E(θ̂d|θd)} = E(θd) = µd y V (θ̂d) = E{V (θ̂d|θd)} +
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V {E(θ̂d|θd)} = E(ψd(θd))+V (θd) = ψd +σ2
d. Consideremos un estimador de la

clase lineal de estimadores de θd realizado de la forma adθ̂d +bd y minimicemos
el ECM no condicional, E(adθ̂d + bd − θd)

2 con respecto a las constantes ad y
bd. El estimador óptimo, llamado el estimador BL, está dado por

θ̂BL
d = µd + γd(θ̂d − µd) = γdθ̂d + (1− γd)µd, (2.202)

donde γd = σ2
d/(ψd + σ2

d); ver Griffin y Krutchkoff (1971) y Hartigan (1969).
El estimador BL (2.202) incluye 2D parámetros (µd, σ

2
d). En la práctica, nece-

sitamos asumir que µd y σ2
d dependen de un conjunto fijo de parámetros λ. El

ECM de θ̂BL
d está dado por

ECM(θ̂BL
d ) = E(θ̂BL

d − θd) = γiψd. (2.203)

BL restringido

Consideremos el modelo de dos fases (i) θ̂d|θd
ind∼(θd, ψd(θd)) y (ii) θd

iid∼(µ, σ2)
y ψd = E(ψd(θd)). Consideremos un estimador de la clase lineal del θd realizado

de la forma adθ̂d + bd y determinemos las constantes ad y bd de forma que:

E(adθ̂d + bd) = µ, (2.204)

E(adθ̂d + bd − µ) = σ2. (2.205)

Notando que E(θ̂d) = µ, obtenemos bd = µ− (1− ad) de (2.204), y (2.205) se
reduce a

a2
dE(θ̂d − µ)2 = a2

d(σ
2 + ψd) = σ2 (2.206)

o ad = γ
1/2
d , donde γd = σ2/(σ2 +ψd). El estimador resultante es un estimador

restringido BL (CLB):

θ̂CLB
d = γ

1/2
d θ̂d + (1− γ

1/2
d )µ (2.207)

(Spjøtvol y Thomsen, 1987). El método de momentos puede usarse para es-
timar los parámetros del modelo. El estimador resultante es un estimador
emṕırico CLB y su varianza puede estimarse usando el método jackknife.

2.5.2. Método de bayes jerárquico (BJ)

En la aproximación de bayes jerárquica (BJ), se especifica una distribución
a priori subjetiva f(λ) sobre los parámetros del modelo λ y se obtiene la
distribución a posteriori f(µ|y) del parámetro de interés de área pequeña
(aleatoria) µ, dado el dato y. El modelo de dos fases, f(y|µ, λ1) y f(µ|λ2),
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se combina con la a priori subjetiva sobre λ = (λT
1 ,λT

2 )T , usando el teorema
de bayes, para llegar a la a posteriori f(µ|y). Las inferencias están basadas en
f(µ|y); en particular, un parámetro de interés, digamos φ = h(µ) se estima

por su media a posteriori φ̂BJ = E[h(µ)|y], y la varianza a posteriori V [h(µ)|y]
se usa como una medida de precisión del estimador, con tal de que sean finitos.

La aproximación BJ es fácil, y las inferencias son claras y “exactas”, pero
requieren de la especificación de una a priori subjetiva f(λ) sobre el parámetro
del modelo λ. Las a priori sobre λ pueden ser informativas o “difusas”. Las a
prioris informativas están basadas en información a priori sustancial, tal como
estudios previos considerados relevantes para el conjunto de datos actual y. Sin
embargo, las a prioris informativas raramente están disponibles en aplicaciones
reales BJ, particularmente aquellas relacionados a poĺıticas públicas. Las a
priori difusas (o no informativas) se diseñan para reflejar la falta de información
acerca de λ. La elección de una a priori difusa no es única y algunas a priori
difusas impropias pueden llevar a posteriores impropias. Es por consiguiente
esencial asegurarse que la elección de la a priori difusa, f(λ), lleva a una
f(µ|y) a posteriori apropiada. También, es deseable seleccionar una a priori
difusa que conduzca a inferencias bien calibradas en el sentido de validez en
el marco frecuentista. En la práctica, el sesgo frecuentista, E(φ̂BJ − φ), del

estimador BJ de φ̂BJ y el sesgo relativo frecuentista de la varianza a posteriori
como un estimador del ECM(φ̂BJ) debe ser pequeño. Además, la cobertura
frecuentista de un intervalo BJ sobre φ debe estar cercano al nivel nominal
(Dawid, 1985; Browne y Draper, 2001).

Aplicando el teorema de bayes, tenemos

f(µ,λ|y) =
f(y, µ|λ)f(λ)

f1(y)
, (2.208)

donde f1(y) es la densidad marginal de y:

f1(y) =

∫
f(y, µ|λ)f(λ)dµdλ. (2.209)

La densidad a posteriori deseada f(µ|y) es obtenida de (2.208) como

f(µ|y) =

∫
f(µ,λ|y)dλ (2.210)

=

∫
f(µ|y, λ)f(λ|y)dλ. (2.211)

La forma (2.211) muestra que f(µ|y) es una mixtura de densidades condicio-
nales f(µ|y, λ); nótese que f(µ|y, λ) se usa para inferencias BE. Debido a la
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forma de la mixtura (2.211), BJ también es llamado BE bayes o totalmente
bayes.

Es claro de (2.208) y (2.210) que la evaluación de f(µ|y) y cantidades poste-
riores asociadas tales como E[h(µ)|y] involucra integración multidimensional.
No obstante, es a menudo posible realizar integración anaĺıtica con respecto a
alguna de las componentes de µ y λ. Si el problema reducido involucra integra-
ción de una o dos dimensiones, entonces puede usarse la integración numérica
directa para calcular las cantidades a posteriori deseadas. Para problemas com-
plejos, sin embargo, se hace necesario evaluar integrales de dimensión superior.
Recientemente métodos desarrollados de Monte Carlo mediante Cadenas de
Markov (MCMC), parecen superar las dificultades computacionales para una
gran dimensión. Estos métodos generan muestras de la distribución a poste-
riori, y entonces usan las muestras simuladas para aproximar las cantidades a
posteriori deseadas. Los paquetes de Software BUGS y CODA implementan
MCMC y diagnósticos de convergencia. En la siguiente sección se aplicarán
los métodos MCMC; en particular, el algoŕıtmo de muestreo de Gibbs y el
algoŕıtmo de Metropolis-Hastings (M-H).

Modelo básico de nivel de área

En esta subsección aplicamos la aproximación BJ para el modelo básico de
nivel de área (2.134), asumiendo una distribución a priori sobre los parámetros
del modelo (β, σ2

v). Primero consideremos el caso de σ2
v conocida y asumamos

una a priori “monótona” sobre β dada por f(β) ∝ 1, y reescribimos (2.134)
como un modelo BJ:

(i) θ̂d|θd,β, σ2
v

ind∼ N(θd, ψd), d = 1, · · · , D

(ii) θd|β, σ2
v

ind∼ N(zT
d β, b2

dσ
2
v), d = 1, · · · , D

(iii) f(β) ∝ 1. (2.212)

Entonces extendemos el resultado al caso de σ2
v desconocida reemplazando

(iii) en (2.212) por

(iii)′ f(β, σ2
v) = f(β)f(σ2

v) ∝ f(σ2
v), (2.213)

donde f(σ2
v) es una a priori sobre σ2

v .

σ2
v conocida: Se ha demostrado por cálculos que la distribución a posteriori

de θd dado θ̂ = (θ̂1, · · · , θ̂D) y σ2
v , bajo el modelo BJ (2.212), es normal con

media igual al estimador BLUP θ̃H
d y varianza igual a M1d(σ

2
v) dado por (2.138).

Es decir, el estimador BJ de θd es

θ̃BJ
d (σ2

v) = E(θd|θ̂, σ2
v) = θ̃H

d , (2.214)
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y la varianza a posteriori de θd es

V (θd|θ̂, σ2
v) = M1d(σ

2
v) = ECM(θ̃H

d ). (2.215)

Ahora, cuando σ2
v se asume conocida y f(β) ∝ 1, las aproximaciones BJ y

BLUP bajo normalidad conducen a la misma estimación puntual.

σ2
v desconocida: Integración numérica. En la práctica, σ2

v es desconocida
y es necesario tener en cuenta la incertidumbre en torno a σ2

v asumiendo una a
priori, f(σ2

v), sobre σ2
v . El modelo BJ está dado por (i) e (ii) de (2.212) y (iii)

de (2.213). Obtenemos el estimador BJ de θd como

θ̂BJ
d = E(θd|θ̂) = Eσ2

v
[θ̃BJ

d (σ2
v)], (2.216)

donde Eσ2
v

denota la esperanza con respecto a la distribución a posteriori de

σ2
v , f(σ2

v |θ̂). La varianza a posteriori de θd está dada por

V (θd|θ̂) = Eσ2
v
[M1d(σ

2
v)] + Vσ2

v
[θ̃BJ

d (σ2
v)], (2.217)

donde Vσ2
v

denota la varianza con respecto a f(σ2
v |θ̂). Se sigue de (2.216) y

de (2.217) que la evaluación de θ̂BJ
d y V (θd|θ̂) involucra solamente integración

unidimensional.
La función de distribución a posteriori f(σ2

v |θ̂) puede obtenerse de la fun-
ción de verosimilitud restringida LR(σ2

v) como

f(σ2
v |θ̂) ∝ LR(σ2

v)f(σ2
v), (2.218)

donde

log[LR(σ2
v)] = const− 1

2

D∑

d=1

log(σ2
vb

2
d + ψd)− 1

2
log

∣∣∣∣∣
D∑

d=1

(σ2
vb

2
d + ψd)

−1zdz
T
d

∣∣∣∣∣

−1

2

D∑

d=1

[θ̂d − zT
d β̃(σ2

v)]
2/(σ2

vb
2
d + ψd), (2.219)

con zd es el vector de p×1 covariables, y β̃(σ2
v) = β̃ es el estimador de mı́nimos

cuadrados ponderado de β; ver Harville (1977).
La media a posteriori de σ2

v bajo la a priori monótona f(σ2
v) ∝ 1 puede ser

expresada como

E(σ2
v |θ̂) = σ̂2

vHB =

∫ ∞

0

σ2
vLR(σ2

v)dσ2
v /

∫ ∞

0

LR(σ2
v)dσ2

v . (2.220)
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Este estimador es siempre único y positivo, al contrario de la moda a posteriori
o el estimador MVR de σ2

v .

El sesgo de σ̂2
vHB puede ser sustancial cuando σ2

v es pequeña (Browne y

Draper, 2001). Sin embargo, θ̂BJ
d puede no verse afectado por el sesgo de σ̂2

vHB

porque el estimador combinado adθ̂d + (1− ad)z
T
d β̂ es aproximadamente inses-

gado para θd para cualquier elección del peso ad(0 ≤ ad ≤ 1).

La varianza a posteriori (2.217) se usa como una medida de incertidumbre

asociada con θ̂BJ
d . Es deseable seleccionar una a priori impropia que conduzca

a inferencias bien calibradas. En particular, la varianza a posteriori debe ser
insesgada de segundo orden para el ECM, es decir, E[V (θd|θ̂)]−ECM(θ̂BJ

d ) =
o(D−1). Datta, Rao y Smith (2002), mostraron que la a priori correspondiente
para el caso especial de bd = 1 está dada por

fd(σ
2
v) ∝ (σ2

v + ψd)
2

D∑

l=1

(σ2
v + ψl)

−2. (2.221)

La demostración de (2.221) puede verse en Datta et al. (2002).

Para el caso balanceado, ψd = ψ, la a priori correspondiente (2.221) se
reduce a la a priori monótona f(σ2

v) ∝ 1 y la inferencia BJ resultante tiene
justificación dual. Sin embargo, el uso de la a priori monótona cuando la va-
rianza muestral vaŕıa significativamente en las áreas podŕıa llevar a varianzas
posteriores que no conducen al ECM.

σ2
v desconocida: Muestreo de Gibbs. Ahora aplicamos el muestreador

de Gibbs al modelo básico de nivel de área, dado por (i) y (ii) de (2.212),
asumiendo la a priori (2.213) sobre β y σ2

v con σ−2
v ∼ G(a, b), a > 0, b > 0,

es decir, una distribución gamma con parámetro de forma a y parámetro de
escala b. Nótese que σ2

v se distribuye como una gamma inversa IG(a, b), con
f(σ2

v) ∝ exp(−b/σ2
v)(1/σ

2
v)

a+1. Las constantes positivas a y b se fijan en valores
muy pequeños (BUGS usa a = b =0.001 como el valor fijo por default). Es
fácil verificar que las condicionales Gibbs están dadas por

(i) [β|θ, σ2
v , θ̂] ∼ Np


β∗, σ2

v

(∑

d

z̃dz̃
T
d

)−1

 (2.222)

(ii) [θd|β, σ2
v , θ̂] ∼ N [θ̂B

d (β, σ2
v), γdψd], d = 1, · · · , D (2.223)

(iii) [σ−2
v |β, θ, θ̂] ∼ G

[
D

2
+ a,

1

2

∑

d

(θ̃d − z̃T
d β)2 + b

]
, (2.224)
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donde θ̃d = θd/bd, z̃d = zd/bd, β∗ = (
∑

d z̃dz̃
T
d )−1(

∑
d z̃dθ̃d), Np(·) denota una

normal p-variada, y θ̂B
d (β, σ2

v) = γdθ̂d + (1 − γd)z
T
d β es el estimador de bayes

de θd. Todas las condicionales Gibbs tienen forma expĺıcita y entonces las
muestras MCMC pueden generarse directamente de las condicionales (i)-(iii).

Denotemos las muestras MCMC como {(β(k),θ(k), σ
2(k)
v ), k = r+1, · · · , r+

R}. Usando (2.223), podemos obtener estimadores de Rao-Blackwell de la me-
dia a posteriori y de la varianza a posteriori de θd:

θ̂BJ
d =

1

R

r+R∑

k=r+1

θ̂B
d (β(k), σ2(k)

v ) = θ̂B
d (·, ·) (2.225)

y

V̂ (θd|θ̂) =
1

R

r+R∑

k=r+1

g1d(σ
2(k)
v )+

1

R− 1

r+R∑

k=r+1

[
θ̂B

d (β(k), σ2(k)
v )− θ̂B

d (·, ·)
]2

. (2.226)

Pueden obtenerse estimadores más eficientes aprovechando los resultados de
forma expĺıcita de la subsección 2.5.2 para σ2

v conocida. Tenemos

θ̂BJ
d =

1

R

r+R∑

k=r+1

θ̃H
d (σ2(k)

v ) = θ̃H
d (·) (2.227)

y

V̂ (θd|θ̂) =
1

R

r+R∑

k=r+1

[
g1d(σ

2(k)
v ) + g2d(σ

2(k)
v )

]

+
1

R− 1

r+R∑

k=r+1

[
θ̃H

d (σ2(k)
v )− θ̃H

d (·)
]2

. (2.228)

Basado en el estimador Rao-Blackwell θ̂BJ
d , un estimador del total Yd =

g−1(θd) está dado por g−1(θ̂BJ
d ), pero no es igual a la media a posteriori deseada

E(Yd|θ̂). Sin embargo, las muestras MCMC marginales {Y (k)
d = g−1(θ

(k)
d )}

pueden usarse directamente para estimar la media a posteriori de Yd como

Ŷ BJ
d =

1

R

r+R∑

k=r+1

Y
(k)
d = Y

(·)
d . (2.229)

Similarmente, la varianza a posteriori de Yd se estima como

V̂ (Yd|θ̂) =
1

R− 1

r+R∑

k=r+1

(
Y

(k)
d − Y

(·)
d

)2

. (2.230)
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Si se generan L ejecuciones independientes, en lugar de una sola ejecución
larga, entonces la media a posteriori se estima como

Ŷ BJ
d =

1

Lr

L∑

l=1

2r∑

k=r+1

Y
(lk)
d =

1

L

L∑

l=1

Y
(l·)
d = Y

(··)
d (2.231)

donde Y
(lk)
d es el k-ésimo valor obtenido en la l-ésima ejecución de longitud 2r

con las primeras r iteraciones suprimidas. La varianza a posteriori se estima
de V̂ = r−1

r
W + 1

r
B:

V̂ (Yd|β̂) =
r − 1

r
Wd +

1

r
Bd, (2.232)

donde Bd = r
∑L

l=1(Y
(l·)
d − Y

(··)
d )2/(L − 1) es la varianza entre ejecuciones y

Wd =
∑L

l=1

∑2r
k=r+1(Y

(lk)
d −Y

(l·)
d )2/[L(r− 1)] es la varianza dentro de ejecucio-

nes.

Modelo básico de nivel unidad

En esta subsección se explica la aproximación BJ para el modelo básico de
nivel unidad (2.144) con igual varianza de los errores (es decir, kdj = 1), asu-
miendo una distribución a priori sobre los parámetros del modelo (β, σ2

v , σ
2
e).

Consideremos primero el caso de σ2
v y σ2

e conocidas y asumiendo una a priori
“monótona” sobre β : f(β) ∝ 1. Reescribimos (2.144) como un modelo BJ:

(i) ydj|β, vd, σ
2
e

ind∼ N(xT
djβ + vd, σ

2
e), j = 1, · · · , nd; d = 1, · · · , D

(ii) vd|σ2
v

iid∼N(0, σ2
v), d = 1, · · · , D

(iii)

f(β) ∝ 1. (2.233)

Extendemos entonces el resultado al caso de σ2
v y σ2

e desconocidas reemplazan-
do (iii) en (2.233) por

(iii)′ f(β, σ2
v , σ

2
e) = f(β)f(σ2

v)f(σ2
e) ∝ f(σ2

v)f(σ2
e), (2.234)

donde f(σ2
v) y f(σ2

e) son las a prioris sobre σ2
v y σ2

e . Por simplicidad, tomamos

µd = X
T

d β + vd como la media de área pequeña d, asumiendo que el tamaño
de la población, Nd, es grande.
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σ2
v y σ2

e conocidas: Cuando σ2
v y σ2

e se asumen conocidas, las aproximacio-
nes BJ y BLUP bajo normalidad conducen a estimaciones puntuales y medidas
de variabilidad idénticas, asumiendo una a priori monótona sobre β. Este re-
sultado, de hecho, es válido para el modelo mixto lineal general con varianza
de los parámetros conocida. El estimador BJ de µd está dado por

µ̃BJ
d (σ2

v , σ
2
e) = E(µd|y, σ2

v , σ
2
e) = µ̃H

d , (2.235)

donde y es el vector de observaciones muestrales y µ̃H
d es el estimador BLUP

dado por (2.148).

σ2
v y σ2

e desconocidas: Integración numérica. En la práctica, σ2
v y σ2

e

son desconocidas y es necesario tener en cuenta la incertidumbre sobre σ2
v y

σ2
e asumiendo una a priori sobre σ2

v y σ2
e . El modelo BJ está dado por (i) y

(ii) de (2.233) y (iii)’ dado por (2.234). Obtenemos el estimador BJ de µd y la
varianza posterior de µd como

µ̂BJ
d = E(µd|y) = Eσ2

v ,σ2
e
[µ̃BJ

d (σ2
v , σ

2
e)] (2.236)

y

V (µd|y) = Eσ2
v ,σ2

e
[M1d(σ

2
v , σ

2
e)] + Vσ2

v ,σ2
e
[µ̃BJ

d (σ2
v , σ

2
e)], (2.237)

donde Eσ2
v ,σ2

e
y Vσ2

v ,σ2
e
, respectivamente denotan la esperanza y varianza con

respecto a la distribución a posteriori f(σ2
v , σ

2
e |y).

Como en la subsección 2.5.2, la densidad a posteriori f(σ2
v , σ

2
e |y) puede

obtenerse de la función de verosimilitud restringida LR(σ2
v , σ

2
e) como

f(σ2
v , σ

2
e |y) ∝ LR(σ2

v , σ
2
e)f(σ2

v)f(σ2
e). (2.238)

Bajo la a priori monótona f(σ2
v) ∝ 1 y f(σ2

e) ∝ 1, la posterior f(σ2
v , σ

2
e |y) es

propia (sujeta a una restricción de tamaño de muestra moderado) y proporcio-
nal a LR(σ2

v , σ
2
e). La evaluación de la media a posteriori (2.236) y la varianza

a posteriori (2.237), usando f(σ2
v , σ

2
e |y) ∝ LR(σ2

v , σ
2
e), involucra integrales de

dos dimensiones.
Si asumimos una gamma difusa a priori sobre σ−2

v , G(ae, be) con ae ≥ 0 y
be ≥ 0, entonces es posible integrar sin σ2

e con respecto a f(σ2
e |τv,y), donde

τv = σ2
v/σ

2
e . La evaluación de (2.236) y (2.237) se ha reducido ahora a una

integración unidimensional con respecto a la a posteriori de τv, f(τv|y).

σ2
v y σ2

e desconocidas: Muestreo de Gibbs. Explicamos ahora el mues-
treo de Gibbs aplicado al modelo básico de nivel unidad dado por (i) y (ii) de
(2.233), asumiendo la a priori (2.234) sobre β, σ2

v y σ2
e con σ−2

v ∼ G(av, bv), av ≥
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0, bv > 0 y σ−2
e ∼ G(ae, be), ae ≥ 0, be > 0. Es fácil verificar que las condicio-

nales Gibbs están dadas por

(i) [β|v, σ2
v , σ

2
e ,y] ∼ Np

[(∑

d

∑
j

xdjx
T
dj

)−1

×

∑

d

∑
j

xdj(ydj − vd), σ
2
e

(∑

d

∑
j

xdjx
T
dj

)−1 ]
(2.239)

(ii) Para d = 1, · · · , D,

[vd|v, σ2
v , σ

2
e ,y] ∼ [

γd(yd − xT
d β), g1d(σ

2
v , σ

2
e) = γdσ

2
e/nd

]
(2.240)

(iii) [σ−2
e |β,v, σ2

v ,y] ∼

G

[
n

2
+ ae,

1

2

∑

d

∑
j

(ydj − xT
djβ − vd)

2 + be

]
(2.241)

(iv) [σ−2
e |β,v, σ2

e ,y] ∼ G

(
D

2
+ av,

1

2

∑

d

v2
d + bv

)
, (2.242)

donde n =
∑

d nd, v = (v1, · · · , vD)T , yd =
∑

j ydj/nd, xd =
∑

j xdj/nd, y γd =

σ2
v/(σ

2
v + σ2

e/nd). Observe que todas las condicionales de Gibbs tienen forma
expĺıcita y entonces las muestras MCMC pueden ser generadas directamente
de las condicionales (i) a (iv). Puede usarse BUGS para generar muestras
de las anteriores condicionales usando cualquier a priori gamma inversa (con
ae = be =0.001 y av = bv =0.001) o con valores especificados de ae, be, av y bv.

Denotando las muestras MCMC de una sola ejecución larga por {β(k),v(k), σ
2(k)
v ,

σ
2(k)
e , k = r + 1, · · · , r + R}. La muestra marginal MCMC {β(k),v(k)} puede

usarse directamente para estimar la media a posteriori de µd como

µ̂BJ
d =

1

R

r+R∑

k=r+1

µ
(k)
d = µ

(·)
d , (2.243)

donde µ
(k)
d = X

T

d β(k) + v
(k)
d . Similarmente, la varianza a posteriori de µd se

estima como

V (µd|y) =
1

R− 1

r+R∑

k=r+1

(
µ

(k)
d − µ

(·)
d

)2

. (2.244)
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2.6. Otros métodos de estimación

Aunque en general, los métodos de estimación de áreas pequeñas descritos
hasta ahora producen buenas estimaciones, en la última década se han desa-
rrollado otros métodos para abordar problemas espećıficos o problemas en los
cuales se pueda prescindir de supuestos tan restrictivos como la distribución
de los datos. En este grupo podemos clasificar los métodos basados en modelos
m-quantile para la estimación en áreas pequeñas propuestos por Chambers, R.
et al. (2006) y los modelos no paramétricos, uno de los cuales fue propuesto
por Salvati, N. et al. (2010).

2.6.1. Estimación con regresión m-quantile

De acuerdo con lo descrito hasta ahora, sabemos que los métodos de esti-
mación basados en modelos pueden clasificarse en dos categoŕıas, los métodos
basados en modelos de efectos fijos, es decir, modelos que explican la variación
entre áreas en la variable de interés usando únicamente la información auxi-
liar y, métodos basados en modelos de efectos mixtos (aleatorios) que incluyen
efectos aleatorios de área espećıfica para considerar la variación entre áreas,
además de la explicada por la información auxiliar.

Los modelos de efectos mixtos han sido usados ampliamente en la estima-
ción de áreas pequeñas (Fay y Herriot, 1979, Battese, et al. 1988, Rao, 2003).
Sin embargo, tales modelos dependen de supuestos paramétricos y distribucio-
nales, aśı como también de la especificación de la parte aleatoria del modelo.
Además, la inferencia robusta bajo estos modelos no es comprensible.

En estos modelos se asume que el vector de p variables auxiliares xij es
conocido para cada unidad poblacional i en el área pequeña j y la información
para la variable de interés y está disponible para las unidades en la muestra. El
objetivo es usar estos datos para estimar varias cantidades de área espećıfica,
incluyendo, la media mj de y del área j. En el caso general un modelo lineal
de efectos fijos es de la forma

yij = xT
ijβ + zT

ijγj + εij (i = 1 · · · , n, j = 1, · · · , d),

donde γj denota un vector de efectos aleatorios y zij denota un vector de
variables auxiliares cuyos valores son conocidos para todas las unidades en la
población. La estimación de los parámetros del modelo puede realizarse usando
máxima verosimilitud o máxima verosimilitud restringida, usualmente bajo el
supuesto de normalidad. Las medias de dominio se estiman por

m̂j = N−1
j





∑
i∈sj

yij +
∑
i∈rj

(xT
ijβ̂ + zT

ij γ̂j)



 ,
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donde sj denota las nj unidades muestreadas en el área j y rj denota las restan-
tes Nj − nj unidades en el área. Este estimador es más comúnmente conocido
como mejor predictor emṕırico lineal insesgado (EBLUP) de mj (Henderson,
1953). Pueden destacarse dos casos especiales de este estimador. El primero es
cuando zij consiste de un conjunto de indicadores para las áreas pequeñas, en
cuyo caso los γj son efectos escalares de área pequeña; entonces nos referimos al
estimador EBLUP como un estimador de “interceptos aleatorios”. El segundo
es la situación mas general donde los zij incluyen indicadores de área pequeña
aśı como otras covariables, en cuyo caso nos referimos al estimador EBLUP
como estimador de “pendientes aleatorias”. El papel de los efectos aleatorios
en el modelo es para caracterizar diferencias en la distribución condicional de
y dado x entre las áreas pequeñas. Sin embargo, el modelo de efectos aleatorios
no es la única manera en que podemos realizar tal caracterización.

Una aproximación alternativa a la estimación en áreas pequeñas está ba-
sada en la modelación de los coeficientes quantile-like de la distribución con-
dicional de la variable de interés, dadas las covariables. Se evitan los efectos
aleatorios, en cambio, la variación inter dominio es caracterizada por la varia-
ción en valores espećıficos de área de estos coeficientes quantile-like. Es fácil
ajustar estos nuevos modelos y tienen un buen número de ventajas prácticas,
incluyendo fácil especificación no paramétrica y simple incorporación de pesos
de muestreo.

Regresión quantile.

La teoŕıa clásica de modelos estad́ısticos lineales es fundamentalmente una
teoŕıa de esperanzas condicionales; es decir, un modelo de regresión resume el
comportamiento de la media de y a cada punto en un conjunto de x′s (Mosteller
y Tukey, 1977). Desafortunadamente, este resumen proporciona una imagen
bastante incompleta, de la misma manera como la media da una imagen muy
incompleta de una distribución. Es normalmente mucho mejor ajustar una
familia de modelos de regresión, cada uno resumiendo el comportamiento de un
punto porcentual diferente, o quantile, de y para cada punto en este conjunto
de x′s. Tal ejercicio de modelado se llama usualmente como una regresión
quantile.

En el caso lineal, la regresión quantile conduce a una familia de hiperplanos
de regresión indexados por coeficientes q ∈ (0, 1) (Koenker y Bassett, 1978).
Para cada valor de q, los planos correspondientes muestran como Qq(x), el
q-ésimo quantile de la distribución condicional de y dado x, vaŕıa con x. Un
modelo lineal para el q-ésimo quantile condicional de y dado un vector de
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covariables x es Qq(x) = xT βq. El vector βq se estima minimizando

n∑
i=1

[|yi − xT
i b|{(1− q)I(yi − xT

i b ≤ 0) + qI(yi − xT
i b > 0)}]

con respecto a b. La solución para este problema de minimización requiere
métodos de programación lineal (Koenker y D’Orey, 1987) y funciones pa-
ra ajustar planos de regresión quantile, disponibles en software estad́ıstico
estándar, tal como R.

Regresión m-quantile

La regresión quantile puede ser vista como una generalización de regresión
de la mediana. Similarmente, expectile regression (Newey y Powell, 1987) es
una generalización “quantile-like” de la regresión de la media. En regresión m-
quantile (Breckling y Chambers, 1988) estos conceptos son integrados en una
estructura común definida por una generalización “quantile-like” de regresión
robusta basada en funciones de influencia.

El m-quantile de orden q para la densidad condicional de y dado x se define
como la solución Qq(x; ψ) de la ecuación de estimación

∫
ψq(y−Q)f(y|x)dy =

0, donde ψ denota la función de influencia asociada con el m-quantile. Un mo-
delo de regresión lineal m-quantile es uno en el cual el m-quantile condicional
de orden q permanece en el plano Qq(x) = xT βq. Para q y ψ especificados,
los estimadores de los parámetros de regresión m-quantile pueden obtenerse
resolviendo las ecuaciones de estimación

n∑
i=1

ψq(riqψ)xi = 0, (2.245)

donde riqψ = yi−xT
i βψ(q), ψq(riqψ) = 2ψ(s−1riqψ){qI(riqψ > 0)+(1−q)I(riqψ ≤

0)} y s es un estimador de escala robusto apropiado, tal que la desviación
absoluta media del estimador s = med|riqψ|/0,6745. Es fácil ver que cual-
quier función de influencia válida puede usarse como base para la regresión
m-quantile. Vamos a considerar la propuesta 2 de Hubel de la función de in-
fluencia, ψ(u) = uI(−c ≤ u ≤ c) + c sgn(u), donde c está acotada en un
entorno de cero.

Se usa regresión m-quantile en lugar de modelos de regresión quantile
“estándar” como la base de este método por razones esencialmente prácti-
cas. Los algoritmos para ajustar modelos de regresión quantile no garantizan
necesariamente convergencia y solución única. En contraste, el algoritmo de
mı́nimos cuadrados reponderados usado para ajustar una regresión m-quantile
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converge a una única solución (Kokic et. al., 1997) cuando se usa una función
de influencia monótona continua.

Un problema común para todos los planos de regresión ajustados “ti-
po quantile” es que pueden cruzar por diferentes valores de q. Esto implica
que la condicional estimada m-quantile definida por estos planos no es en-
tonces completamente monótona en q para todo x. Este es un problema de
muestra finita y es usualmente debido a una combinación de falta de espe-
cificación del modelo, colinealidad y datos con valores influyentes. Fijemos
qk < qj < 0,5. En el caso del escalar x, la monotońıa en x requiere que
β0(qk) + β1(qk)x ≤ β0(qj) + β1(qj)x. Para conseguir esto sobre una cuadŕıcula
de q valores y sobre el rango (xmin, xmax), uno puede tocar por abajo ligera-
mente con la linea ajustada correspondiente a los valores de q < 0,5 y tocar
por arriba ligeramente con las ĺıneas ajustadas correspondientes a los valores
q > 0,5. Esto se logra cambiando el punto de inicio o el punto final de la ĺınea
ajustada definida por el valor más pequeño (más grande) de q para que sea
más pequeño (más grande) que el punto correspondiente de la ĺınea ajustada
obtenida por el valor más grande (más pequeño) de q. Diversos estudios sobre
monotońıa pueden consultarse por ejemplo en un informe técnico presentado
por R. Chambers en http://eprints.soton.ac.uk/14075/, o también en Koenker
(1984), He (1997), Aragon et al. (2006), Mukarjee y Stern, (1994) y Robertson
et al., (1988). Una aplicación del uso de modelos no paramétricos m-quantile
puede verse en Pratesi, M. et al. (2008).

Estimación para caracteŕısticas de área pequeña

Supongamos que el m-quantile condicional sigue un modelo lineal, con βψ(q)
una función suficientemente uniforme de q tal que las siguientes aproximaciones
de primer orden se conservan:

mj = N−1
j





∑
i∈sj

yi +
∑
i∈rj

xT
i βψ(qi)





l N−1
j





∑
i∈sj

yi +
∑
i∈rj

xT
i βψ(θj)



 + N−1

j

∑
i∈rj

xT
i

{
∂βψ(θj)

∂θj

}
(qi − θj).

Aqúı θj es el valor promedio de los coeficientes m-quantile de las unidades
en el área j. Usualmente el primer término en el lado derecho de la anterior
expresión tiende a dominar, sugiriendo un predictor de mj de la forma

m̂j = N−1
j





∑
i∈sj

yi +
∑
i∈rj

xT
i β̂ψ(θ̂j)



 . (2.246)



2.6. OTROS MÉTODOS DE ESTIMACIÓN 95

Son posibles definiciones alternativas de θj y de los estimadores θ̂j de estas
cantidades, como la mediana del área j del coeficiente m-quantile de las uni-
dades, es decir, podemos referirnos a θj como el coeficiente m-quantile del área
j.

Una aproximación ligeramente diferente habŕıa sido el ajustar coeficientes
de regresión m-quantile β̂ψ(qi) correspondientes a los coeficientes m-quantile,
qi, de todos los individuos en la misma área y entonces usar estos coeficientes
promedio en (2.246).

Independientemente de cómo se definan los coeficientes m-quantile θj para
el área j, (2.246) es equivalente usando xT

i βψ(θj) para predecir los valores no
observados yi para una unidad no muestreada i en el área j. Esto sugiere que
valores predichos para otras caracteŕısticas de área pequeña pueden también
calcularse usando estas predicciones de nivel unidad. Por ejemplo, un estimador
de la función de distribución de la población finita definida por los valores y
en el área j implicados por esta aproximación es

F̂j(t) = N−1
j


∑

i∈sj

I(yi ≤ t) +
∑
i∈rj

I{xT
i β̂ψ(θ̂j) ≤ t}


 . (2.247)

Estimadores de los quantiles de la distribución de y dentro del área j son fácil-
mente derivados de (2.247). En particular, la mediana estimada de los valores

y en el área j es el valor mediano del conjunto {yi; i ∈ sj}∪{xT
i β̂ψ(θ̂j); i ∈ rj},

con otros quantiles estimados definidos similarmente. El error cuadrático medio
de las estimaciones se obtiene iterativamente usando el algoritmo de mı́nimos
cuadrados ponderados.

2.6.2. Estimación en áreas pequeñas usando estimado-
res no paramétricos directos

Los métodos de estimación en áreas pequeñas, generalmente incluyen el
uso de estimadores indirectos. Describiremos a continuación una aproximación
desarrollada por Salvati, et al. (2010), en la cual, además de usar métodos
no paramétricos de estimación, hace uso de un estimador directo, con objeto
de ofrecer una alternativa a la estimación indirecta que es muy sensible a la
falta de especificación del modelo, colinealidad y valores influyentes. Chandra
y Chambers (2005, 2009) han propuesto recientemente una estimación directa
basada en el modelo (MBDE) como una composición entre estos dos extremos.
El MBDE para la media de área pequeña es un promedio ponderado de los va-
lores de la muestra del área, pero con pesos derivados de un predictor lineal de
la correspondiente media poblacional bajo un modelo lineal con efectos alea-
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torios de área. Los pesos usados en el MBDE están basados en una extensión
de Royal (1976) para el caso de un modelo de efectos mixtos.

Cuando la forma funcional de la relación entre la variable respuesta y las
covariables es desconocida o tiene una forma funcional complicada, una aproxi-
mación basada en el uso de un modelo no lineal puede ofrecer ventajas signifi-
cativas comparada con una basada en un modelo lineal. En esta subsección nos
enfocaremos en un modelo de regresión no paramétrico basado en una apro-
ximación p-spline para la verdadera función de regresión (ver Eilers y Marx,
1996; Ruppert et al., 2003) y se extenderá al caso donde la relación entre
la variable de interés y un subconjunto de covariables del modelo a nivel de
población es no lineal. En particular, se usa un p-spline para modelar esta
no linealidad, aun cuando al mismo tiempo se incluyan efectos aleatorios de
área pequeña. El resultado no paramétrico MBDE, en adelante NPMBDE, es
entonces una suma ponderada de los valores muestrales del área pequeña de
interés, con pesos derivados del EBLUP de la media poblacional definida por
esto modelos de regresión p-spline con efectos aleatorios de área.

Estimación de áreas pequeñas basada en regresión spline penalizada

La suavización no paramétrica es una manera popular de modelar una
relación de regresión no lineal, y la suavización de modelos basados en p-splines
son particularmente atractivos porque representan una extensión relativamente
simple de los modelos de regresión lineal (Eilers y Marx, 1996).

El EBLUP no paramétrico: Sea yj el valor de la variable de interés y
y xj el valor de la variable auxiliar x asociada con la unidad j. Para el caso
univariado, el modelo de regresión fundamental se escribe como yj = m(xj)+εj,
donde los εj son variables aleatorias independientes con media cero. La función
m(x) es desconocida y se asume que puede ser aproximado suficientemente bien
por

m(x, β,γ) = β0 + β1x + · · ·+ βpx
p +

K∑

k=1

γk(x− κk)
p
+, (2.248)

donde p es el grado del spline, (t)p
+ = tp si t > 0 y 0 en otro caso, κk

para k = 1, · · · , K es un conjunto de contantes fijas llamadas nodos, β =
(β0, · · · , βp)

T es el vector de coeficientes de la porción paramétrica del modelo
y γ = (γ0, · · · , γp)

T es el vector de coeficientes spline. Si el número de nodos K
es suficientemente grande, la clase de funciones en la expresión (2.248) puede
aproximar la mayoŕıa de las funciones suaves. Ruppert et al. (2003) sugiere el
uso de un nudo para cualesquiera cuatro observaciones, hasta un máximo de 40
nodos para una aplicación univariante. Note que la función de aproximación
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m(x, β,γ) en la ecuación (2.248) usa funciones base polinomiales truncadas
por simplicidad.

Usando un número grande de nodos en la expresión (2.248) puede conducir
a un ajuste inestable. Para superar este problema, un ĺımite superior es normal-
mente impuesto sobre el tamaño del vector de coeficientes spline γ. Estimado
β y γ por minimización de los cuadrados de la desviaciones del modelo (2.248)
de los actuales valores de datos sujeto a estas restricciones es equivalente a
minimizar la siguiente función de pérdida penalizada

∑
j

(yj −m(xj,β, γ))2 + λγT γ. (2.249)

Aqúı λ es un multiplicador de Lagrange que controla el nivel de suavización de
los resultados ajustados y puede definirse, por ejemplo, por validación cruzada.
Alternativamente, Wand (2003) y Ruppert et al. (2003) notaron la equivalen-
cia entre la expresión de minimización (2.249) y la maximización de la vero-
similitud de la variable respuesta y los coeficientes spline bajo un modelo de
efectos aleatorios, para que la solución a la expresión (2.249) defina el BLUP
de m(xj,β,γ). En particular, sea y = (y1, · · · , yN)T , donde N es el tamaño de
la población,

X =




1 x1 · · · xp
1

...
...

. . .
...

1 xN · · · xp
N




y

Z =




(x1 − κ1)
p
+ · · · (x1 − κK)p

+
...

. . .
...

(xN − κ1)
p
+ · · · (xN − κK)p

+


 .

La aproximación spline de la ecuación (2.248) puede escribirse entonces como
el modelo lineal mixto

y = Xβ + Zγ + e (2.250)

donde γ y e se sume ahora que son vectores aleatorios independientes Gaus-
sianos de dimensión K y N , respectivamente. En particular, se asume que

γ ∼ NK(0, σ2
γIK) y e ∼ NN(0, σ2

eIN) (2.251)

donde It denota la matriz identidad de dimensión t. Opsomer et al. (2008) usa-
ron p-splines en el contexto de estimación de áreas pequeñas agregando efectos
aleatorios de área pequeña al modelo (2.250) para capturar las disimilaridades
entre áreas pequeñas que no son explicadas por las covariables incluidas en el
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modelo. Sea A el número de áreas pequeñas. Entonces el modelo (2.250) puede
ser extendido a

y = Xβ + Zγ + Du + e (2.252)

donde D = (d1, · · · ,dN)T es una matriz de covariables conocidas de dimensión
N × A caracterizando diferencias entre las áreas y u es el vector de A efectos
aleatorios de área. En el caso más simple, D está dado por una matriz cuya
i-ésima columna, para i = 1, · · · , A, es una variable indicadora que toma los
valores 1 si una unidad está en el área i y es 0 en otro caso. Si se asume
que los efectos de área u están distribuidos independientemente de los efectos
spline γ y los efectos individuales e, con u ∼ NA(0, σ2

uIA), aśı que la matriz de
covarianza del vector y está dada por

V ar(y) = V = σ2
γZZT + σ2

uDDT + σ2
eIN .

Los parámetros σ2
γ, σ2

u y σ2
e son llamados usualmente los componentes de va-

rianza de (2.252).
Asumimos que el método de muestreo usado es no informativo para los

valores de y de la población dados los correspondientes valores de las variables
auxiliares y se conocen las afiliaciones de área de las unidades de la población.
Se sigue que podemos particionar y,X,Z,D y e en componente definidas por
la unidades n de la población muestreadas y N −n no muestreadas, denotadas
por los sub́ındices s y r, respectivamente. Podemos por consiguiente escribir
(2.252) como sigue:

y =

[
ys

yr

]
=

[
Xs

Xr

]
β +

[
Zs

Zr

]
γ +

[
Ds

Dr

]
u +

[
es

er

]
, (2.253)

con matriz de varianza dada por

V =

[
Vss Vsr

Vrs Vrr

]
. (2.254)

Aśı, Xs en (2.253) representa la matriz definida por por los valores de la
muestra n del vector de variables auxiliares, mientras Vrr en (2.254) es la
matriz de covarianzas de la variable respuesta entre las unidades N − n no
muestreadas. Usamos un sub́ındice de i para denotar la restricción al área
pequeña i. El tamaño de la población global es N =

∑A
i=1 Ni, y el tamaño de

la muestra total es n =
∑A

i=1 ni. Similarmente, si(ri) el conjunto de la unidades
de la población no muestreadas del área i, y Ui = si ∪ ri denota el conjunto de
unidades de la población que constituyen el área pequeña i.

Cuando los componentes de varianza son conocidos, la teoŕıa establecida
sugiere (ver McCulloch y Searle, 2001) el siguiente estimador de mı́nimos cua-
drados generalizados de β

β̂ = (XsV
−1
ss Xs)

−1XsV
−1
ss ys, (2.255)
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y el siguiente mejor predictor lineal insesgado (BLUPs) para γ y u

γ̂ = σ2
γZ

T
s V−1

ss (ys −Xsβ̂) y û = σ2
uD

T
s V−1

ss (ys −Xsβ̂). (2.256)

En la práctica los componentes de varianza son desconocidos y deben esti-
marse de los datos muestrales usando métodos tales como máxima verosi-
militud o máxima verosimilitud restringida. En lo que sigue usaremos (σ̂2

γ,
σ̂2

u, σ̂2
e) para denotar tales estimaciones, permitiéndonos definir el estima-

dor plug-in Vss = σ̂2
γZsZ

T
s + σ̂2

uDsD
T
s + σ̂2

eIn, donde In es la matriz identi-
dad de orden n. Esto conduce al mejor estimador emṕırico lineal insesgado

β̂EBLUE = (XsV̂
−1

ss Xs)
−1XsV̂

−1

ss ys y al emṕırico γ̂EBLUP = σ̂2
γZ

T
s V̂

−1

ss (ys −
Xsβ̂

EBLUE) y ûEBLUP = σ̂2
uD

T
s V̂

−1

ss (ys −Xsβ̂
EBLUE).

Bajo (2.252), el EBLUP para para la media yi = N−1
i

∑Ni

j=1 yj de y en el
área pequeña es

ŷ
NPBLUP

i = N−1
i

[∑
j∈si

yj +
∑
j∈ri

ŷNPBLUP
j

]
, (2.257)

donde ŷNPBLUP
j = xT

j β̂EBLUE+zT
j γ̂EBLUP +dT

j ûEBLUE, y xT
j , zT

j y dT
j denotan

las filas de X, Z y D, respectivamente, que corresponden a la unidad j en el área
i. El EBLUP (2.257) es referido como el EBLUP no paramétrico o NPEBLUP y
es propuesto por Opsomer et al. (2008), quien estudió sus propiedades teóricas
y proporcionó un estimador anaĺıtico y un estimador basado en bootstrap no
paramétrico mas intensivo computacionalmente para su ECM. En particular,
estos autores proporcionaron una aproximación de segundo orden para el error
cuadrático medio del NPEBLUP.
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Caṕıtulo 3

Estimación para variables
cualitativas

3.1. Introducción

La estimación de la proporción poblacional de individuos que optan por una
opción A, frente a otra opción B o la proporción de individuos de una población
que presentan una caracteŕıstica A, frente a otros que no la presentan, son
ejemplos comunes de una gran variedad de situaciones prácticas que surgen en
diversos campos como ensayos cĺınicos, experimentos farmacéuticos, estad́ıstica
médica, estudios de opinión, investigación de mercados, etc. En situaciones
como las descritas anteriormente, estamos interesados en estimar la proporción
poblacional P de individuos que poseen cierto atributo. Para hacerlo, tomamos
una muestra s de tamaño n < N , bajo un diseño de muestreo prefijado y si se
satisfacen ciertas condiciones, usamos la proporción muestral p como estimador
de la proporción poblacional P , es decir

P̂ = p = n−1
∑

s

Ai,

donde es evidente que P̂ es la frecuencia relativa de individuos que poseen el
atributo A o, en términos de probabilidad podemos afirmar que, si P̂ es la
probabilidad que un individuo posea la caracterśtica A, el número esperado de
los que poseen la caracteŕıstica es simplemente NP̂ .

Aunque la variable de interés tenga más de dos opciones de respuesta,
siempre es posible organizar los datos en dos grupos, los que poseen la ca-
racteŕıstica de interés y los que no la poseen. Bajo este supuesto, la i-ésima
respuesta Ai ∼ Be(p), de tal forma que para la muestra s, si se conservan las
caracteŕısticas de la población,

∑
s Ai ∼ B(n, p).

101
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A partir de la distribución de probabilidad de la respuesta, se han pro-
puesto distintos métodos para estimar proporciones, incluyendo la estimación
directa, sintética y compuesta, bajo el enfoque basado en el diseño con pro-
babilidades de inclusión prefijadas; considerando probabilidades condicionales
en tablas de contingencia para respuesta binaria o politómica, modelos de re-
gresión loǵıstica, regresión de Poisson, modelos de regresión para muestras
pareadas, estimación con datos correlados y con valores faltantes, etc. (ver por
ejemplo, Fleiss et al. (2003), Agresti (1996) y Fienberg, S.E (2007)), aunque
hasta ahora, no hay una discusión completa sobre los métodos de estimación
para variables no continuas (por ejemplo, variables categóricas o de frecuen-
cias) cuyo parámetro central son las proporciones de áreas pequeñas, como
se ha hecho para variables continuas (Rao, 2003). En años recientes, bajo el
enfoque de estimación basada en modelos, se han propuesto otros métodos co-
mo “empirical best prediction” (EBP) y “hierarchical bayes” (HB) para hacer
inferencia sobre proporciones, como se ha descrito en las subsecciones (2.5.1) y
(2.5.2). Los métodos de estimación que hemos considerado hasta ahora, para
variables cuantitativas, pueden adaptarse a la estimación de proporciones en
dominios.

Supongamos que Ud denota un dominio (o subpoblación) de interés y que
deseamos estimar la proporción de individuos que poseen una caracteŕıstica
de interés, es decir, yj es binaria. Escribimos Yj como Aj, donde Aj = 1 si
la unidad poblacional posee la caracteŕıstica A y Aj = 0, en caso contrario.
Definimos

Adj =

{
Aj, si j ∈ Ud;
0, en otro caso,

(3.1)

adj =

{
1, si j ∈ Ud;
0, en otro caso,

(3.2)

con
T (Ad) =

∑
j∈U

Adj =
∑
j∈Ud

Aj = TAd

y

T (ad) =
∑
j∈U

adj =
∑
j∈Ud

1 = Nd.

Notemos que Adj puede escribirse también como adjAj. Si los dominios de
interés, digamos, U1, · · · , UD forman una partición de U (o de un dominio
grande), es deseable desde el punto de vista del usuario garantizar que las
estimaciones de totales de dominio sumen la estimación del total poblacional.

En ausencia de información auxiliar poblacional, usamos el estimador ex-
pandido del total

T̂Ad
=

∑
j∈s

wjAdj =
∑
j∈sd

Aj, (3.3)
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donde sd denota los elementos de la muestra que pertenecen al dominio Ud.

La proporción de dominio PAd
= T (Ad)/A(ad) se estima por

P̂Ad =
T̂ (Ad)

T̂ (ad)
=

T̂Ad

N̂d

, (3.4)

donde Nd puede ser conocido (situación poco frecuente en la práctica) o puede
ser una variable aleatoria, dando origen a un estimador de razón de totales,
cuya estimación se hará en el caṕıtulo siguiente.

Nuestra contribución a la estimación de áreas pequeñas se desarrolla bajo
el enfoque basado en el diseño, por esta razón presentaremos en primer lugar
la descripción de los métodos basados en el modelo para la estimación de
proporciones en áreas pequeñas, y dejaremos para el final la descripción de los
métodos basados en el diseño.

3.2. Estimación basada en modelos

3.2.1. Modelos básicos de nivel de área

Los estimadores para variables cuantitativas espećıficos de dominio, tam-
bién pueden aplicarse a proporciones de dominio, siempre que tenga significado
la estimación de una media para variables cualitativas o la asociación entre va-
riables para el caso de los modelos de enlace, toda vez que la estimación en
los modelos básicos de nivel de área (2.50), el modelo multivariante de Fay-
Herriot, el modelo básico de nivel unidad (2.92) y los modelos mixtos (2.109),
hacen uso de un modelo de regresión en la fase de estimación, para incorporar
la información auxiliar disponible y mejorar las estimaciones.

3.2.2. Modelos de efectos mixtos y estimadores EBLUP

Los modelos básicos de nivel de área, pueden considerarse como casos es-
peciales de un modelos mixto lineal general de efectos fijos y aleatorios, por
lo que para la estimación de proporciones en modelos de efectos mixtos y es-
timadores EBLUP, no hace falta nueva teoŕıa y puede hacerse a partir de los
resultados de Rao (2003), haciendo ajustes a expresiones que involucran me-
dias y redefiniendo expresiones para las varianzas y covarianzas. Los modelos
lineales mixtos tienen una larga historia, pero han recibido especial interés en
las últimas décadas. Esto es en parte debido a la pesada carga computacional
de los métodos de estimación usando tales modelos. Recientes desarrollos en
hardware computacional, software y métodos de estimación han contribuido
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a aumentar la atención sobre el uso de los modelos mixtos para el análisis de
datos.

Los modelos lineales mixtos son muy buenos para predecir combinaciones
lineales de efectos fijos y aleatorios, la cual es una de sus más atractivas pro-
piedades. En una serie de trabajos, Henderson (1948, 1949, 1959, 1963, 1973,
1975) desarrolló los estimadores BLUP, “mejor predictor lineal insesgado”,
para los modelos mixtos.

Los métodos BLUP se han convertido en un procedimiento poderoso y
ampliamente usado para ajustar modelos para tendencias genéticas en pobla-
ciones animales basados en rasgos medidos en escalas continua y categórica.
Sin embargo, los métodos BLUP descritos por Henderson (1949-1975) asu-
men conocidas la varianza asociada a los efectos aleatorios en el modelo mixto
(componentes de varianza). En la práctica, por supuesto, los componentes
de varianza son desconocidos y deben estimarse de los datos. Existen varios
métodos para estimar componentes de varianza. Harville (1977) revisa estos
métodos, incluyendo máxima verosimilitud y máxima verosimilitud residual
y otros tres métodos sugeridos por Henderson. El predictor obtenido del es-
timador BLUP cuando los componentes de varianza son desconocidos y son
reemplazados por estimadores asociados recibe el nombre de estimador EBLUP
“mejor predictor emṕırico lineal insesgado” y se describe en Harville (1990),
Robinson (1990), Harville (1991) y Rao (2003). En las últimas décadas se han
desarrollado varias aproximaciones importantes para estimar/predecir el valor
de una combinación lineal de efectos fijos y aleatorios en variable respuesta de
datos discretos. En prácticamente todas estas aproximaciones los efectos alea-
torios son normalmente distribuidos. Schall (1991), Breslow y Clayton (1994),
McGilchrist y Aisbett (1991) y McGilchrist (1994), han extendido el EBLUP
a modelos lineales generalizados. Tres técnicas de expansión de verosimilitud,
incluyendo la aproximación de Salomon y Cox (1992) se comparan en Breslow
y Lin (1995) y Lin y Breslow (1996). Zeger y Karim (1991) introdujeron una
aproximación del muestreo de Gibbs para modelos lineales mixtos generaliza-
dos. Las aproximaciones computacionales Monte Carlo EM (MCEM) y Monte
Carlo Newton-Raphson (MCNR) se describen en McCulloch (1994) y McCu-
lloch (1997), respectivamente y brevemente en el caṕıtulo anterior, dedicado a
la estimación bajo el enfoque bayesiano.

3.2.3. Estimación bayesiana de proporciones

Además de EBLUP, los métodos de estimación e inferencia bayes emṕırico
(EB) y bayes Jerárquico (HB), también se han aplicado a la estimación en
áreas pequeñas para proporciones. Bajo la aproximación EB, la estimación
e inferencia de la aproximación de bayes se usan en cuanto la distribución
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posterior se estima de los datos. Bajo la aproximación HB, los parámetros
desconocidos del modelo (incluyendo componentes de varianza) son tratados
como aleatorios, con valores extráıdos de distribuciones a priori. Entonces, la
distribución posterior de las caracteŕısticas de área pequeña se obtienen por
integración sobre estas a priori, con inferencias basadas en esta distribución
posterior. Ghosh y Rao (1994) y Rao (2003) revisaron la aplicación de estos
métodos a la estimación de áreas pequeñas. Maiti (1998) usó a prioris no
informativas para el hiperparámetro cuando aplicó el método HB. You y Rao
(2000) usaron los métodos HB para estimar medias de áreas pequeñas bajo
modelos de efectos aleatorios.

Ahora, si los datos son exclusivamente discretos o categóricos, Ghosh et
al. (1998), desarrollaron una aproximación general para estimación de áreas
pequeñas basada en modelos lineales generalizados. Malec et al. (1999) exten-
dió los modelos descritos por Malec et al. (1997) incluyendo una componente
de sobremuestreo en la verosimilitud. Farrel et al. (1997) extendió el modelo
mixto loǵıstico de MacGibbon y Tomberlin (1989) a diseños multifase. Fa-
rrell (2000), propone una metodoloǵıa EB para estimar proporciones en áreas
pequeñas. La idea consiste en incorporar efectos aleatorios que reflejen la es-
tructura del diseño de la muestra en el modelo de regresión loǵıstica. Moura
y Migon (2002), desarrollaron una aproximación de modelo jerárquico loǵısti-
co para la predicción de proporciones de áreas pequeñas, teniendo en cuenta
los efectos de heterogeneidad estructurada y espacial, es decir, introducen una
componente para considerar la estructura espacialmente correlada de los datos
de la respuesta binaria. MacGibbon y Tomberlin (2002), en esta nueva con-
tribución, estiman proporciones mediante EB incorporando efectos aleatorios
y efectos aleatorios anidados en modelos que reflejan la estructura compleja
de un diseño de muestreo de muchas fases, como fue propuesto originalmente
por Dempster y Tomberlin (1980). La metodoloǵıa propuesta usa en ambos,
el modelo de regresión loǵıstica múltiple y la técnicas EB, un efecto aleatorio,
lo cual produce directamente estimaciones de la incertidumbre asociada con
las proporciones estimadas para las áreas pequeñas. Larsen (2003), introdu-
ce un método de estimación que más bien es apropiado para estimación en
eventos raros. Compara estimaciones basadas en dos modelos, uno que usa
conglomerados geográficos simples y uno que usa información más detallada
de covariables que relacionan los subconjuntos entre śı. Se emplean técnicas de
estimación EB, se seleccionan covariables para el segundo modelo paso a paso
hasta agregar otra variable que no produzca una disminución en un criterio
objetivo previamente establecido. González-Manteiga et al. (2007) utilizan un
modelo mixto loǵıstico para la estimación de proporciones de dominio, aunque
el objetivo central del documento es la estimación del error cuadrático medio
de estas estimaciones. Xie, et al. (2007), proponen una extensión robusta del
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modelo de Fay-Herriot, toda vez que el método de F-H puede comportarse bien
globalmente en la estimación de áreas pequeñas, pero es vulnerable a outliers.
En el nuevo modelo se asume que los efectos aleatorios de área siguen una dis-
tribución t considerando como parámetro desconocido los grados de libertad.
Trevisani et al. (2007), hacen una comparación de modelos alternativos HB,
cuando las estimaciones de áreas pequeñas consisten en datos de conteo o fre-
cuencias. Los modelos alternativos que probaron fueron el modelo logNormal-
Normal, Normal-logNormal, Normal-Poisson-logNormal, Poisson-logNormal y
Gamma-Poisson-logNormal. Liu (2009) propuso un modelo para reducir el ries-
go de mala especificación del modelo debido a desviaciones significativas del
supuesto de normalidad, que usualmente se asume en los efectos aleatorios.
La distribución de los efectos aleatorios se selecciona adaptativamente de la
distribución de probabilidad de la clase exponencial power y es la riqueza de
la clase exponencial power quien asegura la robustez de la aproximación de
HB contra la desviación de la normalidad. Liu (2009), en otro contribución,
estudia una aproximación de una mejor predicción emṕırica usando el mismo
modelo de su trabajo previo (Bernoulli− Logit− EP ) para la estimación en
áreas pequeñas.

3.2.4. Modelos mixtos lineales generalizados

Describiremos en mayor detalle los modelos mixtos lineales generalizados
porque pueden ser especialmente ajustados para datos binarios y de frecuen-
cias.

Modelos de regresión loǵıstica

Supongamos que Adj es binaria, es decir, Adj = 0 ó 1, y los parámetros
de interés son las proporciones de áreas pequeñas PAd

=
∑

j Adj/Nd. MacGib-
bon y Tomberlin (1989), usaron un modelo de regresión loǵıstica con efectos
aleatorios de área para estimar PAd

. Para la unidad j dentro del área d, Adj

toma los valores 1 y 0 con probabilidades Pdj y 1−Pdj, respectivamente, por lo
tanto E[Adj] = Pdj y V ar[Adj] = Pdj(1−Pdj). Asumamos que las Adj son varia-
bles aleatorias independientes Bernoulli (Pdj), y los Pdj obedecen al siguiente
modelo de regresión loǵıstica con efectos aleatorios de área vd:

logit(Pdj) = log
Pdj

1− Pdj

= BT
djβ + vd, (3.5)

o si se escribe en términos de Pdj se obtiene

Pdj =
exp{ηdj}

1 + exp{ηdj} , ηdj = Bdjβ + ud (3.6)
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donde vd
iid∼N(0, σ2

v) y las Bdj son covariables a nivel de unidad.

El estimador de PAd bajo el modelo es de la forma

P̂Ad =
1

Nd


∑

j∈sd

Adj +
∑
j∈sc

d

P̂dj


 ,

donde sc
d está formada por los elementos de Nd que o están en sd, P̂dj se obtiene

de (3.6) estimando β y vd utilizando los métodos BE o BJ.
Malec, Sedransk, Moriarity y LeClere (1997), consideraron un modelo de

regresión loǵıstica con coeficientes de regresión aleatorios. Suponen que las
unidades están agrupadas en j clases en cada área pequeña d, y dados los Pdj,
los valores Adjl (l = 1, · · · , Ndj) en la (d, j)-ésima celda son variables indepen-
dientes Bernoulli con probabilidad común Pdj. Además, asumen que

θdj = logit(Pdj) = BT
j βd (3.7)

y
βd = Zdα + vd (3.8)

con vd
iid∼N(0,Σv), donde Zd es una matriz de covariables de dimensión p× q

a nivel de área y Bj es un vector de covariables en cada clase.

Modelo mixto loǵıstico

González-Manteiga, et al. (2007), utilizaron un modelo mixto loǵıstico para
la estimación de proporciones en dominio y la estimación de su varianza por
métodos de replicación. Describimos en seguida el modelo para la estimación
de proporciones.

Se considera una población finita de N unidades U = {1, · · · , N}, parti-
cionada en D subconjuntos Ud con tamaños Nd, d = 1, · · · , D, donde N =∑D

d=1 Nd. Para la unidad j dentro del área d, Adj toma los valores 1 y 0
con probabilidad Pdj y 1 − Pdj, respectivamente, por lo tanto E[Adj] = Pdj y
V ar[Adj] = Pdj(1− Pdj).

Tanto la media como la varianza dependen de j, por lo tanto cualquier
factor que afecte la esperanza también afectará la varianza. Sea Bdj el vec-
tor de dimensión 1 × p que contiene los valores de p atributos auxiliares,
Bdp = (Bd1, Bd2, · · · , Bdp). Para el área pequeña d, sea ud un efecto aleato-
rio normalmente distribuido con media cero y varianza constante ϕ. Se asume
que u1, · · · , uD son independientes y que, dado ud, las observaciones Adj son
también independientes con distribución

Adj|ud ∼ Bin(nd, Pdj), j = 1, · · · , Nd, d = 1, · · · , D. (3.9)



108 CAPÍTULO 3. ESTIMACIÓN PARA VARIABLES CUALITATIVAS

Denotemos por µdj = ndPdj y σdj = ndPdj(1− Pdj), respectivamente, la media
y varianza de Adj dado µdj. La distribución condicional de Adj pertenece a la
familia exponencial, y el parámetro natural es

log

{
Pdj

1− Pdj

}
, j = 1, · · · , Nd, d = 1, · · · , D.

Si se designa por ηdj = Bdj β +ud el predictor lineal, donde β es el vector de p
efectos de los p atributos auxiliares y se asume que se conserva el modelo para
la población, entonces

log

{
Pdj

1− Pdj

}
= Bdj β + ud, j = 1, · · · , Nd, d = 1, · · · , D. (3.10)

Expresando el modelo en términos de PAdj
se obtiene

Pdj =
exp{ηdj}

1 + exp{ηdj} , ηdj = Bdjβ + ud, j = 1, · · · , Nd, d = 1, · · · , D,

(3.11)
y su estimador será

P̂dj =
exp{η̂dj}

1 + exp{η̂dj} , η̂dj = Bdjβ̂, j = 1, · · · , Nd, d = 1, · · · , D, (3.12)

Para formular el modelo dado por (3.12) en forma matricial, se asume que
A es el vector de dimensión N×1 con elementos Adj, B la matriz de N×p con
filas Bdj y u = (u1, · · · , uD)t el vector de D × 1 efectos aleatorios de área. Se
define la matriz Z = diag{1Nd

, d = 1, · · · , D} de dimensión N ×D, donde 1a

el vector columna de unos de tamaño a. Además, η es el vector de predictores
lineales ηdj, el cual en notación matricial es η = Bβ + Zu. Sea µ = E[A|u] el
vector de medias condicionales con elementos µdj, y Σ = V ar[A|u] la matriz
de covarianzas condicional, la cual es diagonal con elementos σdj. El interés
es predecir parámetros lineales para áreas pequeñas, es decir, un vector de
parámetros del tipo

δ = MA, (3.13)

donde M = diag{at
d, d = 1, · · · , D} es una matriz de D×N y at

d = (ad1, · · · , adNd
)

es un vector con elementos conocidos y uniformemente acotados. Un caso parti-
cular de δ es el vector de proporciones de áreas pequeñas PAd

= (PA1 , · · · , PAD
)t,

donde

PAd
= N−1

d

Nd∑
j=1

Adj, d = 1, · · · , D,

para el cual at
d = N−1

d 1t
Nd

, d = 1, · · · , D.
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Seleccionemos una muestra aleatoria s ⊂ U de tamaño n < N de acuerdo
a un diseño de muestreo. Designemos por r = U − s el conjunto de unidades
no incluidas en la muestra. Sea sd = s∩Ud el conjunto de unidades muestrales
extráıdas del área d, con tamaño nd, d = 1, · · · , D, donde n =

∑D
d=1 nd.

Además, sea rd = r ∩ Ud el conjunto de unidades de Ud que no caen en la
muestra, con tamaño Nd − nd, d = 1, · · · , D. Reordenando las observaciones
de acuerdo a su pertenencia a s o r, se definen las particiones

M = [ Ms Mr ], A =

[
As

Ar

]
, B =

[
Bs

Br

]
, Z =

[
Zs

Zr

]
, η =

[
ηs

ηr

]
,

µ =

[
µs

µr

]
, Σ = diag[ Σs Σr ].

Entonces, el parámetro lineal que deseamos estimar puede escribirse como

δ = PAd
= MsAs + MrAr. (3.14)

El único elemento desconocido involucrado en (3.14) es Ar, el cual puede pre-
decirse ajustando el modelo; es decir, obteniendo un predictor lineal η̂dj =

Bdjβ̂+ ûd y usando como predicción de cada elemento Adj de Ar, la predicción
de su valor esperado

µ̂dj = P̂dj =
exp{η̂dj}

1 + exp{η̂dj} .

Denotemos por µ̂r el vector de valores predichos µ̂dj correspondientes a las
observaciones no muestreadas. Entonces, el predictor de δ está dado por

δ̂ = P̂Ad
= MsAs + Mrµ̂r. (3.15)

Cuando ϕ es conocida, la maximización de la densidad conjunta de As y
u conduce a un sistema de ecuaciones que proporciona un estimador de cuasi-
verosimilitud penalizada (PQL) de β y un predictor PQL de u (Breslow y Clay-

ton, 1993). Denotemos por β̂ el estimador PQL de β, y por û = (û1, · · · , ûD)t

el predictor PQL de u = (u1, · · · , uD)t. Pueden calcularse v́ıa un algoritmo
scorin de Fisher directo o via el mismo algoritmo, pero en la forma de mı́ni-
mos cuadrados ponderados iterados (IWLS). De la misma forma, denotemos

por η̂dj = Bdjβ̂ + ûd el predictor de ηdj, P̂dj el predictor de Pdj obtenido re-

emplazando η̂dj en (3.12), y finalmente σ̂dj = P̂Adj
(1 − P̂Adj

) el predictor de
σdj.

En el caso de ϕ desconocida, el algoritmo propuesto por Schall (1991)
proporciona estimadores de β y ϕ, y un predictor de u. Para describir sus



110 CAPÍTULO 3. ESTIMACIÓN PARA VARIABLES CUALITATIVAS

resultados brevemente, se reescribe el modelo (3.10) en la forma de un modelo
lineal generalizado, es decir,

gdj(µdj) = ηdj con gdj(µdj) = log

{
µdj

1− µdj

}
, (3.16)

para j = 1, · · · , Nd y d = 1, · · · , D. Considere la expansión de Taylor de primer
orden de gdj(Adj), en torno a µdj,

gdj(Adj) ∼= ηdj + (Adj − µdj)g
′
dj(µdj) , ξdj.

Los momentos condicionales de las variables transformadas ξdj están dados por

E[ξdj|u] = ηdj, V ar[ξdj|u] = g′dj(µdj)
2σdj,

y
Cov[ξdj, ξd′j′|u] = 0 para d 6= d′ o j 6= j′.

Además, la media condicional de ξdj es Bt
djβ, y los efectos aleatorios ud son

independientes, normalmente distribuidos con media cero y varianza constante
igual a ϕ. Ahora, podemos construir el modelo lineal

ξdj = Bt
djβ + ud + edj j = 1, · · · , Nd, d = 1, · · · , D, (3.17)

siendo edj variables aleatorias independientes, independientes de u, con media
cero y varianza υdj = g′(µdj)

2σdj. El modelo (3.17) es una aproximación lineal
del modelo (3.16). Denotemos por ξs el vector de observaciones transformadas
ξdj, con j ∈ sd, d = 1, · · · , D. Entonces se cumple que

V ar[ξs] = ϕZsZ
t
s + Σes , Vs, (3.18)

donde Σes es una matriz diagonal cuyos elementos son las varianzas υdj de los
residuos edj.

Observemos que si Vs es conocida, entonces el mejor estimador lineal in-
sesgado (BLUE) de β, y el mejor predictor lineal insesgado (BLUP) de u en
(3.17) estaŕıan dados por las fórmulas

β̂ = (Xt
sV

−1
s Xs)

−1Xt
sV

−1
s ξs, û = ϕZt

sV
−1
s (ξs −Xsβ̂). (3.19)

Desgraciadamente, Vs es desconocida, dado que depende de la varianza del
error condicional υdj, la cual depende del predictor lineal ηdj = Bdjβ + ud,
es decir Vs = Vs(β,u) para un valor dado de ϕ. Reemplazando Vs por su

predicción V̂s = Vs(β̂, û) en (3.19), las ecuaciones obtenidas son las ecuaciones
IWLS para obtener el estimador PQL de β y el predictor PQL de u del modelo
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(3.16) v́ıa el algoritmo scoring de Fisher. Estas ecuaciones se obtienen sin el
supuesto de normalidad de los errores edj. Además, Vs también depende de ϕ
y aśı este parámetro debe estimarse.

Siguiendo a Schall (1991), es fácil ver que la ecuación de máxima verosimili-
tud (MV) para ϕ, obtenida maximizando la densidad marginal de ξs está dada
por

ϕ = (D − ν)−1

D∑

d=1

u2
d para ν =

D∑

d=1

(1 + ϕσdi·)−1, (3.20)

donde σdj· =
∑

j∈sd
σdj.

Modelos para mortalidad y tasas de enfermedad

La mortalidad y las tasas de enfermedad de áreas pequeñas en una región
o un páıs se usan con frecuencia para construir mapas de enfermedad, como
por ejemplo, mapas del cáncer. Tales mapas se usan para visualizar la varia-
bilidad geográfica de una enfermedad e identificar áreas de proporciones altas,
garantizando aśı la intervención. Un modelo simple de área pequeña se obtiene
asumiendo que las frecuencias observadas de área pequeña, yd =

∑
Ud

Aj, son
variables independientes Poisson con media condicional E(yd|λd) = ndλd y que

λd
iid∼ gamma(α, ν). Aqúı λd y nd son la tasa verdadera y el número de expuestos

en el área d, y (α, ν) son los parámetros de escala y forma de la distribución
gamma. Bajo este modelo, se obtienen estimadores suavizados de λd usando
los métodos de BE o BJ (Clayton y Kaldor, 1987; Datta, Ghosh y Waller,
2000). También se han propuesto modelos espaciales autoregresivos condicio-
nales (CAR) de la forma (2.90) sobre el log de la razón θd = log(λd) (Klayton y
Kaldor, 1987). El modelo sobre λd puede extenderse para incorporar covariables

de nivel de área zd, por ejemplo, θd = zT
d β + vd con vd

iid∼N(0, σ2
v). Nandram,

Sedransk y Pickle (1999), estudiaron los modelos de regresión sobre el log de
las tasas de edad espećıfica θdj = log λdj incluyendo pendientes aleatorias, don-
de j denota edad. Pueden modelarse también tasas de mortalidad conjunta
de las frecuencias observadas en dos sitios diferentes (y1d, y2d), asumiendo que
las (y1d, y2d) son condicional e independientemente ditribúıdas sobre (λ1d, λ2d)

y θd = (log λ1d, log λ2d)
T iid∼N2(µ,Σ). Además, y1d y y2d se asumen como va-

riables de Poisson condicionalmente independientes con E(y1d|λ1d) = n1dλ1d

y E(y2d|λ2d) = n2dλ2d. Como un ejemplo de este modelo bivariado, y1d y y2d

denotan el número de muertes debidas al cáncer en los sitios 1 y 2 y (n1d, n2d)
la población en riesgo en los sitios 1 y 2. DeSouza (1992), mostró que el modelo
bivariado conduce a estimadores mejorados de las tasas (λ1d, λ2d) comparado
a estimadores basados en modelos univariantes separados.
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Modelos de la familia exponencial

Ghosh, Natarajan, Stroud y Carlin (1998), propusieron modelos lineales
generalizados con efectos aleatorios de área. Los estad́ısticos muestrales de las
observaciones en el dominio Adj(j = 1, · · · , nd; d = 1, · · · , D) condicionales
sobre los θdj, se asumen independientemente distribuidos con función de den-
sidad de probabilidad que pertenece a la familia exponencial con parámetros
canónicos θdj, es decir,

f(Adj|θdj) = exp

[
1

φdj

(θdjAdj − a(θdj)) + b(Adj, φdj)

]
(3.21)

para φdj(> 0) y funciones conocidas a(·) y b(·). La familia exponencial (3.21)
cubre distribuciones conocidas incluyendo las distribuciones normal, binomial
y Poisson. Por ejemplo, θdj = logit(pdj) y φdj = 1 si Adj es Binomial (ndj, pdj),
y θdj = log(λdj) y φdj = 1 si Adj es Poisson (λdj). Los θdj son modelados como

θdj = BT
djβ + vd + udj, (3.22)

donde vd y udj son mutuamente independientes con vd
iid∼N(0, σ2

v) y udj
iid∼N(0, σ2

u).
El objetivo aqúı es hacer inferencias sobre los parámetros θdj del área pe-

queña. Por ejemplo, θdj = logit(pdj) y pdj denota la proporción asociada con la
variable binaria en la j-ésima categoŕıa de edad y sexo en la región d.

Ghosh, Natarajan, Waller y Kim (1999), extendieron el modelo de enlace
(3.22) para manejar datos espaciales, y aplicaron el modelo del mapa de la
enfermedad.

Modelos semiparamétricos

También se han propuesto modelos semiparamétricos basados solamente
en la especificación de los dos primeros momentos de las respuestas Adj, con-
dicionadas sobre la media de área pequeñas µd, y de los µ′ds. En la ausencia
de covariables, Ghosh y Lahiri (1987), asumen el siguiente modelo:

Para cada d, condicionada sobre los θd, los Adj son iid con media θd y va-

rianza µ2(θdj), denotada Adj|θd
iid∼(θd, µ2(θd)), j = 1, · · · , Nd; d = 1, · · · , D;

θd
iid∼(µ, σ2

v);

0 < σ2
e = Eµ2(θi) < ∞.

Raghunathan (1993), incorporó información de covariables de nivel de área zd

como sigue:
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condicionada sobre θd, Adj
iid∼(θd, b1(φ, θd, adj)) donde b(·) es una función

positiva conocida de un parámetro de “dispersión” φ, medias de área
pequeña θd y constantes conocidas adj;

θd
ind∼(τd = h(zT

d β), b2(ψ, τd, ad)) donde h(·) es una función conocida y
b2(·) es una función positiva conocida de un parámetro de “dispersión”
ψ, la media τd y una constante conocida ad.

El modelo “longitudinal” (2.108) con covariables de nivel unidad puede ser
generalizado fijando

E(Adj|vd) = µdj, V (Adj|vd) = φb(µdj) (3.23)

y

h(µdj) = BT
dj1β + BT

dj2vd, vd
iid∼(0,Σv); (3.24)

es decir, vd son independientes e idénticamente distribuidas con media 0 y
matriz de covarianzas Σv (Breslow y Claiton, 1993).

3.2.5. Modelos especialmente diseñados para datos bi-
narios

En esta subsección describiremos modelos de nivel unidad, que han sido
pensados especialmente para respuestas binarias, Adj, es decir, Adj = 1 o 0. En
este caso, los modelos lineales mixtos no son apropiados y se han propuesto
modelos alternativos. Si todas la covariables Bdj asociadas con Adj son de área
espećıfica, es decir Bdj = Bd, entonces podemos transformar las proporciones

de la muestra de área, P̂Ad
=

∑
j Adj/nd = yd/nd, usando una transformación

arco seno y el modelo se reduce a un modelo de nivel área. No obstante, los
estimadores transformados resultantes, θ̂d, pueden no satisfacer el modelo de
muestreo con errores medios de muestreo cero si nd es pequeña.

Modelar la unidad de nivel evita las dificultades anteriores, y pueden ob-
tenerse estimadores BE de proporciones directamente del caso general de co-
variables de unidad espećıfica.

Modelos sin covariables

En este caso se asume un modelo de dos fases sobre las observaciones mues-
trales Adj, j = 1, · · · , nd; d = 1, · · · , D. En la primera fase, asumimos que

Adj|pd
iid∼Bernoulli(pd), d = 1, · · · , D. En la segunda fase se asume un modelo
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que liga los pd; en particular, pd
iid∼ beta(α, β); α > 0, β > 0 donde beta(α, β)

denota la distribución beta con parámetros α y β:

f(pd|α, β) =
Γ(α + β)

Γ(α)Γ(β)
pα−1

d (1− pd)
β−1; α > 0, β > 0 (3.25)

donde Γ(·) es la función gamma. Reducimos el vector de frecuencias observadas
yd = (yd1, · · · , ydnd

)T , al total de frecuencias observadas en la muestra de
dominio yd =

∑
j Adj, notando que yd es un estad́ıstico minimal suficiente para

el modelo de la primera fase.

Nótese que yd|pd
ind∼ Binomial(nd, pd), es decir,

f(yd|pd) =

(
nd

yd

)
pyd

d (1− pd)
nd−yd . (3.26)

Se sigue de (3.25) y (3.26) que pd|yd, α, β
ind∼ beta(yd + α, nd − yd + β). Por lo

tanto, el estimador de bayes de pd y la varianza a posteriori de pd están dadas
por

p̂B
d (α, β) = E(pd|yd, α, β) = (yd + α)/(nd + α + β) (3.27)

y

V (pd|yd, α, β) =
(yd + α)(nd − yd + β)

(nd + α + β + 1)(nd + α + β)2
. (3.28)

Nótese que la distribución de enlace, f(pd|α, β), es una “a priori conjugada”
en el sentido que la distribución a posteriori, f(pd|yd, α, β), tendrá la misma
forma que la distribución a priori.

Obtenemos estimadores de los parámetros del modelo de la distribución

marginal: yd|α, β
ind∼ Beta-binomial dada por

f(yd|α, β) =

(
nd

yd

)
Γ(α + yd)Γ(β + nd − yd)

Γ(α + β + nd)

Γ(α + β)

Γ(α)Γ(β)
. (3.29)

Los estimadores de máxima verosimilitud (MV), α̂MV y β̂MV pueden obtenerse
maximizando la log-verosimilitud:

l(α, β) = const +
D∑

i=1

[
yd−1∑

h=0

log(α + h)

+

nd−yd−1∑

h=0

log(β + h)−
nd−1∑

h=0

log(α + β + h)

]
, (3.30)

donde
∑yd−1

h=0 log(α + h) se toma como cero si yd = 0 y
∑nd−yd−1

h=0 log(β + h) se
toma como cero si yd = nd. Una representación conveniente es en términos de
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la media E(Adj) = µ = α/(α + β) y τ = 1/(α + β) la cual está relacionada
con la correlación intraclase ρ = Corr(Adj −Adk) = 1/(α + β + 1) para j 6= k.
Usando µ y τ , (3.30) toma la forma

l(µ, τ) = const +
D∑

i=1

[
yd−1∑

h=0

log(µ + hτ)

+

nd−yd−1∑

h=0

log(1− µ + hτ)−
nd−1∑

h=0

log(1 + hτ)

]
. (3.31)

Las expresiones expĺıcitas para α̂MV y β̂MV (ó µ̂MV y τ̂MV) no existen, pero
pueden obtenerse estimaciones MV por el método de Newton-Raphson o algún
otro método iterativo.

Podemos usar también estimadores simples por el método de momentos
de α y β. Igualamos la proporción muestral ponderada p =

∑
d(nd/nT )p̂d

y la varianza muestral ponderada s2
p =

∑
d(nd/nT )(p̂d − p̂)2 a sus valores

esperados y resolvemos las ecuaciones de momentos resultantes para α y β,
donde nT =

∑
d nd. Esto lleva a estimadores de momentos, α̂ y β̂, dados por

α̂/(α̂ + β̂) = p̂ (3.32)

y
1

α̂ + β̂ + 1
=

nT s2
p − p̂(1− p̂)(D − 1)

p̂(1− p̂)[nT −
∑

d n2
d/nT − (D − 1)]

; (3.33)

ver Kleinman (1973). Nótese que los estimadores de momentos no son únicos,
a diferencia de los estimadores MV.

Sustituimos los estimadores de momentos α̂ y β̂ en (3.27) para obtener un
estimador BE de pd como

p̂BE
d = p̂B

d (α̂, β̂) = γ̂dp̂d + (1− γ̂d)p̂, (3.34)

donde γ̂d = nd/(nd + α̂ + β̂). Observe que p̂BE
d es un estimador combinado del

estimador directo p̂d y el estimador sintético p̂ y se da más peso a p̂d conforme
el tamaño de muestra de área, nd, se incrementa. Por lo tanto es similar al
estimador de Fay-Herriot para el modelo de nivel básico de área, pero el peso
γ̂d evita el supuesto de varianza de muestreo conocida de p̂d. El estimador p̂BE

d

es aproximadamente insesgado para pd en el sentido que su sesgo, E(p̂BE
d −pd),

es de orden D−1, para D grande. Una aproximación BE sencilla usa p̂BE
d como el

estimador de pd, y su variabilidad se mide por la varianza a posteriori estimada
V (pd|yd, α̂, β̂) = g1i(α̂, β̂, yd). Sin embargo, la varianza a posteriori estimada,
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g1i(α̂, β̂, yd), puede conducir a una severa subestimación del ECM(p̂BE
d ) porque

ignora la variabilidad asociada con α̂ y β̂.
Se han propuesto también modelos alternativos de dos fases. El modelo de

primera fase no se cambia, pero el modelo de segunda fase se cambia a cual-

quier (i) logit(pd) = log[pd/(1−pd)]
iid∼N(µ, σ2) o (ii) Φ−1(pd)

iid∼N(µ, σ2), donde
Φ(·) es la función de distribución acumulada (FDA) de una variable N(0, 1).
Los modelos (i) y (ii) se llaman modelos logit-normal y probit-normal, res-
pectivamente. La implementación de BE es más complicada para los modelos
alternativos porque no existen expresiones expĺıcitas para el estimador de bayes
y la varianza a posteriori de pd.

Para el modelo logit-normal, el estimador de bayes de pd puede expresarse
como una razón de integrales unidimensionales. Escribiendo pd como pd =
h1(µ + σzd), donde h1(a) = ea/(1 + ea) y zd ∼ N(0, 1), obtenemos p̂B

d (µ, σ) =
E(pd|yd, µ, σ) de la distribución condicional de zd dada yd. Tenemos

p̂B
d (µ, σ) = A(yd, µ, σ)/B(yd, µ, σ), (3.35)

donde
A(yd, µ, σ) = E[h1(µ + σz)exp{h2(yd, µ + σz)}] (3.36)

y
B(yd, µ, σ) = E[exp{h2(yd, µ + σz)}], (3.37)

donde h2(yd, a) = ayd− nd log(1 + aa) y la esperanza es sobre z ∼ N(0, 1); ver
McCulloch y Searle (2001, p. 67). Podemos evaluar (3.36) y (3.37) simulan-
do muestras de una N(0, 1). Alternativamente puede usarse, como esbozamos
antes, integración numérica.

La log verosimilitud, l(µ, σ), para el modelo logit-normal puede escribirse
como

l(µ, σ) = const +
D∑

i=1

log[B(yd, µ, σ)], (3.38)

donde B(yd, µ, σ) está dada por (3.37). Las derivadas de l(µ, σ), necesitarán
métodos tipo Newton-Raphson para calcular estimaciones MV, y pueden ser
aproximadas de una manera similar.

Usando estimadores MV de µ̂ y σ̂, obtenemos un estimador BE de pd co-
mo p̂BE

d = p̂B
d (µ̂, σ̂). La varianza a posteriori, V (pd|yd, µ, σ), también pue-

de expresarse en términos de la esperanza sobre z ∼ N(0, 1), notando que
V (pd|yd, µ, σ) = E(p2

d|yd, µ, σ)−[p̂B
d (µ, σ)]2. Denotando v(pd|yd, µ, σ) = g1i(µ, σ, yd),

puede aplicarse el método jackknife para obtener un estimador aproximada-
mente insesgado del ECM(p̂BE

d ).
Jiang y Lahiri (2001) usaron p̂BE

d basado en los estimadores de momen-
tos del primer paso, y obtuvieron un estimador por desarrollo de Taylor del
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ECM(p̂BE
d ), similar a los estimadores del ECM de segundo orden del modelo

lineal mixto. Este estimador es aproximadamente insesgado, como en el caso
del estimador jackknife del ECM.

Modelos con covariables

El modelo logit-normal de la subsección anterior se extiende sin dificultad al

caso de covariables. En la primera fase, asumimos que Adj|pdj
ind∼ Bernoulli(pdj)

para j = 1, · · · , Nd; d = 1, · · · , D. Los pdj están ligados en la segunda etapa
asumiendo un modelo de regresión loǵıstica con efectos de área aleatorios:

logit(pdj) = BT
djβ+vd donde vd

iid∼N(0, σ2
v) y Bdj es el vector de covariables fijas.

El modelo de dos variables se llama modelo loǵıstico lineal mixto. Pertenece a
la clase de los modelos lineales generalizados mixtos.

Los parámetros de área pequeña son las proporciones de área pequeña
Pd =

∑
j Adj/Nd. Como en el caso del modelo básico de nivel unidad, asumimos

que los modelos se conservan para la muestra {(Adj,Bdj), j ∈ sd; d = 1, · · · , D},
donde sd es la muestra de tamaño nd para el área d.

Expresamos Pd como Pd = fdpd+(1−fd)p
∗
d, donde fd = nd/Nd, pd es la pro-

porción muestral y p∗d =
∑

l∈sd
Adl/(Nd − nd) es la proporción de las unidades

no muestreadas sd en el área d. Ahora, notando que E(Adl|pdl,yd,β,σv) = pdl

para l ∈ sd, el estimador de bayes de p∗d está dada por p̂B
d(c) = E(pd(c)|yd,β, σv),

donde p̂d(c) =
∑

l∈sd
pdl/(Nd−nd) y yd es el vector de valores Aj de la muestra

del área d. Por lo tanto, el estimador de bayes de Pd puede expresarse como

P̂B
d = P̂B

d (β,σv) = fdpd + (1− fd)p
B
d(c). (3.39)

Si la fracción de muestreo es despreciable, podemos expresar P̂B
d como

P̂B
d ≈ 1

Nd

E

(
Nd∑

l=1

pdl|yd, β,σv

)
. (3.40)

La varianza a posteriori de Pd se reduce a

V (Pd|yd,β,σv) = (1− fd)
2E(y∗d − p̂B

d(c))
2

= N−2
d

[
E

{∑

l∈sd

pdl(1− pdl)|yd,β, σv

}
+ V

{∑

l∈sd

pdl|yd,β,σv

}]
; (3.41)

ver Malec et al. (1997). Nótese que (3.41) incluye esperanzas de la forma
E(

∑
l p

2
dl|yd,β,σv) y E[(

∑
l pdl)

2|yd,β,σv] aśı como E(
∑

l pdl|yd, β,σv) = (Nd−
nd)p̂

B
dc. No existe ninguna expresión expĺıcita para estas esperanzas. Sin em-

bargo, podemos expresar las esperanzas como razones de integrales de una sola
dimensión, similares a (3.35).
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La estimación por máxima verosimilitud de los parámetros del modelo, β y
σv, para el modelo loǵıstico lineal mixto y otros modelos lineales generalizados
mixtos, ha recibido considerable atención en años recientes. Los métodos pro-
puestos incluyen cuadratura numérica, algoritmo EM, Monte Carlo mediante
cadenas de Markov (MCMC) y aproximación estocástica. Para detalles de los
algoritmos, consultar McCulloch y Searle (2001). También se han propuesto
métodos más simples, cuasi-verosimilitud penalizada (PQL), basada en maxi-
mizar la distribución conjunta de y = (yT

1 , · · · , yT
D)T y v = (v1, · · · , vD)T con

respecto a β y v.
Farrel, MacGibbon y Tomberlin (1997a), usaron una medida bootstrap de

precisión similar al bootstrap paramétrico de Laird y Louis (1987) (también
llamado bootstrap tipo III). Los resultados de simulación, basados en D = 20 y
nd = 50, indicaron un buen funcionamiento del método BE propuesto. Farrell,
MacGibbon y Tomberlin (1997b), relajaron el supuesto de normalidad sobre

las vd, usando el siguiente modelo de enlace: logit(pdj) = BT
djβ + vd y vd

iid∼
distribución no especificada. Usaron un método MV no paramétrico, propuesto
por Laird (1978), para obtener un estimador BE de Pd. Usaron también el
bootstrap tipo II de Laird y Louis (1987), para obtener una medida bootstrap
de precisión.
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3.3. Estimación basada en el diseño.

3.3.1. Estimación de proporciones en dominios

Bajo este apartado consideraremos las adaptaciones de los métodos direc-
to, sintético y combinado, señalados en Rao (2003), a la estimación de pro-
porciones en dominios, los propuestos por Särndal et al. (1992) y los modelos
LGREG propuestos por Lehtonen y Veijanen (1998). La estimación directa de
proporciones de dominio, se hace sin dificultad a partir del estimador directo
de la media poblacional, es decir

P̂ = N−1
d

∑
sd

yj

o en su forma expandida

P̂ = N−1
d

∑
sd

wjyj

donde el atributo de interés yj = Aj, wj son las probabilidades de inclusión de
primer orden y Nd se asume conocido, toda vez que si no lo es, el estimador
de la proporción no seŕıa lineal y habŕıa que estimarla usando un estimador
de razón de totales de H-T. La estimación se hace bajo el supuesto de que se
conservan las caracteŕısticas de la población en la muestra de dominio y puede
extenderse a diseños muestrales más complejos, como muestreo estratificado y
estratificado multietápico.

El estimador de regresión generalizado dado por (2.11), que hace uso de
información auxiliar en forma de totales poblacionales, puede adaptarse tam-
bién a la estimación de proporciones, aunque la justificación teórica del uso de
estimadores de regresión para estimar proporciones es conceptualmente dif́ıcil,
toda vez que el método se ha diseñado para variables continuas, pero siempre
que tenga significado la estimación de la media o la asociación entre variables
cualitativas, pueden aplicarse. Särndal et al. (1992) hace un desarrollo de los
estimadores de regresión para dominios, pero para variables continuas. En los
trabajos recientes de Rueda, M. et al. (2010), si bien no está pensado para la
estimación en dominios, se adapta el modelo GREG a la estimación de pro-
porciones, proponiendo un estimador de regresión para el cual se establecen
propiedades teóricas y condiciones de optimalidad. Si el modelo GREG se es-
cribe en la forma expandida (2.13), en el cual se cambian los pesos iniciales
por nuevos pesos y se optimiza bajo ciertas restricciones de calibración, Rueda,
M. et al. (2009) obtienen un estimador de calibración para proporciones. Si se
dispone de una sola variables auxiliar, (2.11) se reduce al estimador de razón
(2.18), que también ha sido aplicado a la estimación de proporciones por Rue-
da M. et al. (2008), además, justificaron también la estimación de proporciones
de un atributo relacionado a múltiples atributos auxiliares.
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Si tomamos información auxiliar de otro dominio u otro tiempo, podemos
hacer la estimación de proporciones mediante la estimación directa modificada.
Es posible también la estimación sintética de proporciones, usando las expre-
siones para la media sintética (2.29) si no disponemos de información auxiliar y
el estimador de regresión sintético (2.30). A partir de (2.30) se pueden derivar,
el estimador de razón sintético, si se cuenta con una sola variable auxiliar y un
estimador post-estratificado sintético dado por (2.31). Los estimadores combi-
nados también pueden aplicarse a la estimación de proporciones, que es una
forma natural de balancear el sesgo potencial de la estimación sintética, frente
a la inestabilidad de un estimador directo, tomando un estimador combina-
do de los pesos del par de estimadores. Si usamos los pesos comunes φi = φ
en una estimación compuesta, tenemos los estimadores de James-Stein, que
pueden usarse en la estimación de proporciones.

3.3.2. Estimación en áreas pequeñas por regresión loǵısti-
ca

Un modelo que puede clasificarse en un enfoque bajo el diseño, fue desa-
rrollado por Lehtonen y Veijanen (1998), para la estimación de frecuencias de
clase de una variable respuesta discreta. Propusieron un estimador de regresión
generalizado (GREG) para el total T̂GREG, que combina los valores predichos

Âj = P̂ r(Aj = 1|πj) basado en un modelo apropiado y el estimador de H-T de

los residuos ej = Aj − Âj de las unidades muestreadas,

T̂GREG =
N∑

j=1

Âj +
∑
j∈s

ej/πj, (3.42)

si el modelo de probabilidad apropiado es el de regresión loǵıstica,

Âj =
exp(η̂j)

1 + exp(η̂j)
(3.43)

con η̂j = BT
j β̂ y β̂ es el estimador de las pendientes comunes, obtenidas por

mı́nimos cuadrados ordinarios, entonces el modelo se denomina LGREG.

Duchesne (2003) usó el estimador LGREG en la construcción de un esti-
mador para proporciones, dividiendo por el tamaño poblacional conocido N ,
es decir

P̂LGREG =
1

N

{
N∑

j=1

Âj +
∑
j∈s

ej/πj

}
. (3.44)
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Modelo de regresión loǵıstica a nivel de dominio

Ahora, bajo la formulación del modelo con intercepto espećıfico de dominio
tenemos en (3.43) que B = (I1j, · · · , IDj, B1j, · · · , Bpj) conocido para todo j ∈
U , donde Idj = 1 si j ∈ Ud, Idj = 0 en otro caso. β = (β01, · · · , β0D, β1, · · · , βp)

′,
donde β0D son interceptos espećıficos de dominio y βj son pendientes comunes
y d = 1 · · · , D.

Los valores ajustados para Âj en el modelo de regresión loǵıstica (3.43), se
calculan para todos los j ∈ U y se sustituyen en (3.42). Entonces el modelo
para el estimador GREG loǵıstico de totales de dominio, es

T̂dLGREG
=

∑
j∈Ud

Âj +
∑
j∈sd

(
Aj − Âj

πj

)
(3.45)

La estimación de la proporción de individuos que poseen el atributo A a
nivel de dominio, se obtiene dividiendo por Nd el total de dominio dado por
(3.45), es decir

P̂dLGREG
=

1

Nd

{∑
j∈Ud

Âj +
∑
j∈sd

ej/πj

}
, (3.46)

donde si Nd es desconocido, debe estimarse.

Una expresión para la varianza estimada del estimador de la proporción es-
tará dada por

ÂV (P̂dLGREG
) =

1

N̂2
d

∑ ∑

j,k∈sd

∆jk

πjk

ej

πj

ek

πk

. (3.47)
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Caṕıtulo 4

Aportaciones a la estimación de
proporciones

Como se desprende de los caṕıtulos precedentes, se han propuesto distintos
métodos para la estimación en áreas pequeñas. Algunos de estos métodos de
estimación, bajo el diseño o bajo el modelo, hacen uso de información auxiliar
en la fase de estimación, tomando información de otros dominios adyacentes o
similares, o bien de registros administrativos, censos o estudios previos. En las
últimas décadas se ha privilegiado el uso de modelos que relacionan la variable
de interés con la información auxiliar disponible, mediante modelos jerárquicos
de bayes. Estos métodos demandan el uso de aproximaciones computaciona-
les como métodos de Monte Carlo mediante cadenas de Markov, muestreo de
Gibbs, integración numérica, Monte Carlo Newton-Raphson, métodos iterati-
vos para la estimación de la varianza, etc., además de información completa.
Como hemos afirmado antes, en la práctica no es fácil disponer de información
completa, por lo que los métodos basados en modelos podŕıan no ser factibles.
Es bajo este escenario que proponemos nuestros estimadores.

Como es usual con variables categóricas o de frecuencias, el objetivo es
estimar la proporción poblacional de individuos que poseen el atributo A,
dentro del dominio d, es decir, PAd

= N−1
d

∑Ud

j=1 Adj, si disponemos de un vector
de información auxiliar del atributo B, en forma de totales o proporciones, a
nivel poblacional o a nivel de dominio, que se supone relacionado con el atributo
de interés A.

Sea Ud nuestro dominio de interés, deseamos estimar la proporción PAd

del atributo A a nivel de dominio, a partir de la muestra aleatoria s bajo un
diseño de muestreo prefijado. Entonces, la proporción de individuos que poseen
el atributo A en el dominio estará dada por

PAd
= N−1

d

∑
j∈U

XdjAdj = N−1
d

∑
j∈Ud

XjAj = N−1
d

∑
j∈sd

Aj (4.1)

123
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y la proporción de individuos que poseen el atributo B será

PBd
= N−1

d

∑
j∈U

XdjBdj = N−1
d

∑
j∈Ud

XjBj = N−1
d

∑
j∈sd

Bj (4.2)

donde Nd es desconocido en la práctica.
De la expresión (3.2) se deduce que Nd, el tamaño del dominio, es igual a

T (Xdj), entonces el estimador de Horvitz-Thompson de este total será

N̂d =
∑
j∈s

Xdj

πj

=
∑
j∈sd

1

πj

, (4.3)

su varianza

V [N̂d] =
∑

k,l∈U

(
πkl

πkπl

− 1

)
XkXl

y un estimador de la varianza

V̂ [N̂d] =
∑

k,l∈s

1

πkl

(
πkl

πkπl

− 1

)
XkXl (4.4)

Para el caso de un diseño MAS(N, n) el estimador dado por (4.3) será

N̂d = nd
N

n
= N

nd

n

y el estimador de la varianza en (4.4) estará dado por

V̂ [N̂d] = N2 1− f

n− 1

nd

n

(
1− nd

n

)
.

Por lo anterior, reescribiendo (4.1) para PAd
tendremos

PAd
=

T (Adj)

T (Xdj)
=

T1

T2

=

∑
j∈Ud

Adj∑
j∈Ud

Xdj

=

∑
j∈Ud

Aj

Nd

(4.5)

que corresponde a un parámetro no lineal en la forma de una razón simple de
totales. Aplicando la estimación de Horvitz-Thompson, su estimador será

P̂Ad
=

∑
s Adj/πj∑
s Xdj/πj

=

∑
sd

Aj/πj∑
sd

1/πj

=

∑
sd

Aj/πj

N̂d

. (4.6)

Una expresión para la varianza se obtiene de forma conjunta de la siguiente
manera:
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sabemos que una estimación de esta razón será

P̂Ad
=

T̂1

T̂2

por lo que la varianza aproximada será obtenida considerando la variable au-
xiliar Ej definida como

Ej =
1

T2

(Aj − PAd
Xj) y ej =

Ej

πj

.

Se tiene que

R̂0 = PAd
+

1

T2

∑
j∈s

(Aj − PAd
Xj)

πj

= PAd
+

∑
j∈s

ej

entonces,

AV [P̂Ad
] ≈ V [R̂0] = V

[∑
j∈s

ej

]

por lo que la expresión para la varianza será

AV [P̂Ad
] =

1

(T2)2

∑ ∑

kl∈U

∆kl
(Ak − PAd

Xk)

πk

(Al − PAd
Xl)

πl

(4.7)

y su estimador

ÂV [P̂Ad
] =

1

(T̂2)2

∑ ∑

kl∈s

∆kl

πkl

(Ak − P̂Ad
)

πk

(Al − P̂Ad
)

πl

(4.8)

donde T̂2 = N̂d.
Bajo un diseño MAS(N, n), N̂d = N nd

n
, por lo que la ecuación (4.6) se

escribe como

P̂Ad
=

∑
sd

Aj/πj

N̂d

=

∑
sd

Aj

nd

= pAd
. (4.9)

La varianza aproximada dada por (4.7) para P̂Ad
será

AV [P̂Ad
] =

1

N2
d

N2 1− f

n

1

N − 1

∑
j∈U

(Aj − PAd
Xj)

2

pero S2
Ad

= 1
Nd−1

∑
j∈Ud

(Aj − PAd
Xj)

2, donde PAd
Xj = PAd

, por estar en el
dominio. Entonces, de la expresión anterior se obtiene

AV [P̂Ad
] =

N2

N2
d

1− f

n

Nd − 1

N − 1
S2

Ad
=

N

Nd

1− f

n
PAd

QAd
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ya que S2
Ad

= Nd

(Nd−1)
PAd

QAd
. Entonces

AV [P̂Ad
] =

N

Nd

1− f

n
PAd

QAd
, (4.10)

y el estimador de la varianza dado por (4.8)

ÂV [P̂Ad
] =

N2

(N̂d)2

1− f

n

1

n− 1

∑
j∈s

(Aj − P̂Ad
)2,

ÂV [P̂Ad
] =

N2

(N nd

n
)2

1− f

n

1

n− 1

∑
j∈s

(Aj − pAd
)2,

ÂV [P̂Ad
] =

n2

n2
d

1− f

n

1

n− 1

∑
j∈s

(Aj − pAd
)2,

ÂV [P̂Ad
] =

1

nd

1− f

nd

n

n− 1

∑
j∈sd

(Aj − pAd
)2,

ahora, si designamos por

s2
Ad

=
1

nd − 1

∑
j∈sd

(Aj − pAd
)2

la cuasivarianza muestral calculada sobre los elementos que en la muestra per-
tenecen a la subpoblación, entonces la varianza estimada queda como

ÂV [P̂Ad
] =

nd − 1

nd

1− f

nd

n

n− 1
s2

Ad
=

1− f

nd

n

n− 1
pAd

qAd
(4.11)

donde (nd − 1)s2
Ad

= ndpAd
qAd

, pAd
es la proporción de individuos que poseen

el atributo A en la submuestra sd y qAd
= 1− pAd

.
Ahora, si la muestra es suficientemente grande de forma que n/(n−1) ≈ 1,

entonces (4.11) se puede aproximar por

ÂV [P̂Ad
] =

1− f

nd

pAd
qAd

. (4.12)
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4.1. Estimadores de razón propuestos

Los estimadores tipo razón, que incluyen información auxiliar relacionada
a la variable de interés, pretenden mejorar la presición de un estimador sim-
ple. Estos estimadores han demostrado, en ciertas condiciones, ser mejores que
las estimaciones directas sin información auxiliar. En esta sección proponemos
algunos estimadores de razón para la proporción de un atributo de interés de
una subpoblación o dominio, en los cuales se cuenta con información auxiliar
en forma de totales a nivel poblacional o a nivel de dominio. Consideraremos
inicialmente estimadores simples y posteriormente los correspondientes estima-
dores combinados de estos estimadores. Se hace a continuación la presentación
individual de cada uno de ellos.

4.1.1. Información auxiliar en dominios: se conoce PBd

Asumamos conocido PUd
B = PBd

, que es la proporción del atributo B a nivel
de dominio. Bajo este supuesto el estimador de razón para PAd

estará dado
por

P̂
(1)
rAd

= R̂dPBd
=

P̂Ad

P̂Bd

PBd
(4.13)

donde Rd =
PAd

PBd

, P̂Ad
= N̂−1

d

∑
j∈sd

Aj, P̂Bd
= N̂−1

d

∑
j∈sd

Bj y PAd
= N−1

d

∑
j∈Ud

Bj.

Mediante la técnica de linealización de Taylor podemos formular una expresión
para la varianza del estimador. La aproximación lineal para R̂d es

R̂d = Rd +
1

PBd

(P̂Ad
−RdP̂Bd

)

de donde se deduce que

V (R̂d) = V

[
Rd +

1

PBd

(P̂Ad
−RdP̂Bd

)

]
=

1

P 2
Bd

V (P̂Ad
−RdP̂Bd

)

=
1

P 2
Bd

[
V (P̂Ad

) + R2
dV (P̂Bd

)− 2Rdcov(P̂Ad
, P̂Bd

)
]

Por lo tanto, la varianza aproximada del estimador de P̂
(1)
rAd

será

AV (P̂
(1)
rAd

) = V [R̂dPBd
] = V

[(
Rd +

1

PBd

(P̂Ad
−RdP̂Bd

)

)
PBd

]

= V (P̂Ad
−RdP̂Bd

)
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AV (P̂
(1)
rAd

) = V (P̂Ad
) + R2

dV (P̂Bd
)− 2Rdcov(P̂Ad

, P̂Bd
). (4.14)

El estimador P̂
(1)
rAd

es sesgado y su sesgo aproximado puede obtenerse usando
un resultado dado por Sampath, S., (2001, pág. 98), a partir del cual una
expresión de este sesgo viene dada por

B(P̂
(1)
rAd

) = PAd

[
V (P̂Bd

)

P 2
Bd

− cov(P̂Ad
, P̂Bd

)

PAd
PBd

]
. (4.15)

Entonces, bajo un diseño MAS(N,n), el estimador de su varianza es-
tará dado por

ÂV (P̂
(1)
rAd

) =
1− f

nd

n

n− 1

[
P̂Ad

Q̂Ad
+ R̂2

dP̂Bd
Q̂Bd

− 2R̂dφ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

]

(4.16)
y una aproximación para el sesgo estimado

B̂(P̂
(1)
rAd

) =
1− f

nd

n

n− 1


R̂dQ̂Bd

− φ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

P̂Bd


 , (4.17)

donde P̂Ad
= pAd

, la proporción de individuos de la muestra que están en el

dominio y que poseen el atributo A, Q̂Ad
= 1− pAd

, P̂Bd
= pBd

, Q̂Bd
= 1− pBd

y φ̂d = n11n22−n12n21√
n1·n2·n·1n·2

, es el estimador del coeficiente V de Cramer a partir de

la tabla de doble entrada formada por los datos de los atributos A,B y sus
complementos en la submuestra del dominio sd (ver apéndice A).

4.1.2. Información auxiliar poblacional: se conoce PB

La proporción de individuos PAd
que poseen el atributo A, a nivel de domi-

nio, asumiendo conocida la proporción poblacional de individuos que poseen
el atributo B, se puede estimar usando un estimador de razón de la forma

P̂
(2)
rAd

= R̂dPB, (4.18)

donde R̂d = P̂Ad
/P̂Bd

es el estimador de la razón a nivel de dominio, Rd =

PAd
/PBd

, P̂Ad
= N̂−1

d

∑
j∈sd

Aj, P̂Bd
= N̂−1

d

∑
j∈sd

Bj y PB = N−1
∑N

j=1 Bj.

El estimador de razón R̂d =
P̂Ad

P̂Bd

, tiene como aproximación lineal de Taylor

R̂d = Rd +
1

PBd

(P̂Ad
−RdP̂Bd

), (4.19)
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y su varianza aproximada, deducida de la aproximación de Taylor (4.19), es
como sigue

AV (R̂d) = V

[
Rd +

1

PBd

(P̂Ad
−RdP̂Bd

)

]
=

1

P 2
Bd

V [P̂Ad
−RdP̂Bd

]

=
1

P 2
Bd

[
V (P̂Ad

) + R2
dV (P̂Bd

)− 2Rdcov(P̂Ad
, P̂Bd

)
]
.

Entonces, la varianza aproximada de P̂
(1)
rAd

será,

AV (P̂
(2)
rAd

) = V

[(
Rd +

1

PBd

(P̂Ad
−RdP̂Bd

)

)
PB

]
=

(
PB

PBd

)2

V (P̂Ad
−RdP̂Bd

)

AV (P̂
(2)
rAd

) =

(
PB

PBd

)2 [
V (P̂Ad

) + R2
dV (P̂Bd

)− 2Rdcov(P̂Ad
, P̂Bd

)
]
, (4.20)

cuyo estimador será

ÂV (P̂
(2)
rAd

) =

(
PB

PBd

)2 [
V̂ (P̂Ad

) + R̂2
dV̂ (P̂Bd

)− 2R̂dĉov(P̂Ad
, P̂Bd

)
]
. (4.21)

Bajo un diseño MAS(N, n), la varianza dada por (4.20) será

AV (P̂
(2)
rAd

) =
(

PB

PBd

)2
N

Nd

1− f

n

[
PAd

QAd
+ R2

dPBd
QBd

+ 2Rdφd

√
PAd

QAd
PBd

QBd

]
,(4.22)

donde QAd
= 1 − PAd

, QBd
= 1 − PBd

y φd = N11N22−N12N21√
N1·N2·N·1N·2

, es el coeficiente
V de Cramer basado en una tabla de doble entrada, formada por los datos
de los atributos A y B en el dominio, con sus respectivos complementos y,
cov(P̂Ad

, P̂Bd
) = φd

√
PAd

QAd
PBd

QBd
.

El estimador de la varianza será

ÂV (P̂
(2)
rAd

) =
(

PB

PBd

)2
1− f

nd

n

n− 1

[
P̂Ad

Q̂Ad
+ R̂2

dP̂Bd
Q̂Bd

− 2R̂dφ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

]
(4.23)

si se cumple que n/(n− 1) ≈ 1, podemos usar como aproximación

ÂV (P̂
(2)
rAd

) =

(
PB

PBd

)2
1− f

nd

[
P̂Ad

Q̂Ad
+ R̂2

dP̂Bd
Q̂Bd

− 2R̂dφ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

]
.

(4.24)
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Su sesgo aproximado

B(P̂
(2)
rAd

) = PAd

(
PB

PBd

)2
[

V (P̂Bd
)

P 2
Bd

− cov(P̂Ad
, P̂Bd

)

PAd
PBd

]

B(P̂
(2)
rAd

) =

(
PB

PBd

)2
[
RdV (P̂Bd

)− cov(P̂Ad
, P̂Bd

)

PBd

]

bajo un diseño MAS(N, n), será

B(P̂
(2)
rAd

) =
N

Nd

1− f

n

(
PB

PBd

)2
[
PAd

QBd
− φd

√
PAd

QAd
PBd

QBd

PBd

]

y su estimador

B̂(P̂
(2)
rAd

) =
1− f

nd

n

n− 1

(
PB

PBd

)2

P̂Ad

Q̂Bd
−

φ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

P̂Bd


 , (4.25)

donde P̂Ad
= pAd

, la proporción de individuos de la muestra que están en el

dominio y que poseen el atributo A, Q̂Ad
= 1− pAd

, P̂Bd
= pBd

, Q̂Bd
= 1− pBd

y φ̂d = n11n22−n12n21√
n1·n2·n·1n·2

, es el estimador del coeficiente V de Cramer a partir de

la tabla de doble entrada formada por los datos de los atributos A,B y sus
complementos en la submuestra del dominio sd (ver apéndice A).

4.1.3. Estimador de razón sintético

En este caso suponemos que el estimador de razón R̂ = P̂A

P̂B
, válido para

la población, puede usarse para estimar la proporción PAd
correspondiente al

dominio d, si se asume conocida información auxiliar en forma de totales de
dominio, es decir, se conoce PBd

. El estimador propuesto es

P̂
(3)
rAd

= R̂PBd
=

P̂A

P̂B

PBd
(4.26)

donde R = PA

PB
, P̂A = n−1

∑n
j=1 Aj, P̂B = n−1

∑n
j=1 Bj y PBd

= N−1
d

∑
j∈Ud

Bj.

La aproximación lineal de Taylor para R̂ es

R̂ = R +
1

PB

(P̂A −RP̂B)
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de la cual se deduce que

V A(R̂) =
1

P 2
B

V (P̂A −RP̂B) =
1

P 2
B

[
V (P̂A) + R2V (P̂B)− 2Rcov(P̂A, P̂B)

]
.

Ahora, una aproximación para la varianza de P̂
(3)
rAd

será

V A(P̂
(3)
rAd

) =

(
PBd

PB

)2 [
V (P̂A) + R2V (P̂B)− 2Rcov(P̂A, P̂B)

]
(4.27)

y su estimador

V̂ A(P̂
(3)
rAd

) =

(
PBd

PB

)2 [
V̂ (P̂A) + R̂2V (P̂B)− 2R̂ĉov(P̂A, P̂B)

]
(4.28)

Una aproximación para el sesgo

B(P̂
(3)
rAd

) = PA

(
PBd

PB

)2
[

V (P̂B)

P 2
B

− cov(P̂A, P̂B)

PAPB

]
(4.29)

y su estimador

B̂(P̂
(3)
rAd

) = P̂A

(
PBd

PB

)2
[

V̂ (P̂B)

P̂ 2
B

− ĉov(P̂A, P̂B)

P̂AP̂B

]
(4.30)

Bajo un diseño muestral MAS(N, n) podemos escribir (4.27) como

V A(P̂
(3)
rAd

) =
N − n

(N − 1)n

(
PBd

PB

)2 [
PAQA + R2PBQB − 2Rφ

√
PAQAPBQB

]

(4.31)
y su estimador

V̂ A(P̂
(3)
rAd

) =
1− f

n− 1

(
PBd

PB

)2 [
P̂AQ̂A + R̂2P̂BQ̂B − 2R̂φ̂

√
P̂AQ̂AP̂BQ̂B

]
.

(4.32)
El sesgo dado por (4.29) será

B(P̂
(3)
rAd

) =
N − n

(N − 1)n

(
PBd

PB

)2 [
RQB − φ

√
PAQAPBQB

PB

]
(4.33)

y el sesgo estimado

B̂(P̂
(3)
rAd

) =
1− f

n− 1

(
PBd

PB

)2

R̂Q̂B − φ̂

√
P̂AQ̂AP̂BQ̂B

P̂B


 , (4.34)
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donde P̂A = pA, la proporción muestral de individuos que poseen el atributo
A en la muestra s, Q̂A = 1− pA, P̂B = pB y Q̂B = 1− pB. Sabemos que φ̂ es el
estimador del coeficiente V de Cramer, aunque en este caso habrá que notar
que se calcula de forma similar a la indicada antes, pero con los datos de la
muestra aleatoria de tamaño n.

4.1.4. Extensión de los estimadores de razón a un diseño
general de muestreo

Consideremos el caso en el cual una muestra aleatoria s se selecciona de
acuerdo a un diseño general de muestreo, con probabilidades de inclusión de
primero y segundo orden, πj y πjk, respectivamente.

Sabemos por (4.6) que en ausencia de información auxiliar, el estimador de

la proporción de individuos que poseen el atributo A en el dominio d, es P̂Ad
=

N̂−1
d

∑
sd

Aj/πj. Usando información auxiliar hemos definido el estimador de
razón dado por (4.18) o (4.13). Usando las propiedades de los estimadores de
H-T, podemos reescribir la expresión para la varianza como

AV (P̂rAd
) = V

(∑
j∈Ud

Aj −RdBj

πj

)
,

AV (P̂rAd
) =

1

N2
d

∑

j,k∈Ud

(πjπk − πjk)

(
Ej

πj

)(
Ek

πk

)

y su estimador

ÂV (P̂rAd
) =

1

N̂2
d

∑

j,k∈sd

(
πjπk − πjk

πjk

)(
ej

πj

)(
ek

πk

)
, (4.35)

con Ej = Aj −RdBj y ej = Aj − R̂dBj.
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4.1.5. Estimadores combinados de razón

Para balancear el sesgo potencial en los estimadores de razón que hemos
desarrollado, proponemos cinco estimadores combinados de razón expresados
como una combinación lineal, con pesos ponderados, de los estimadores P̂Ad

,

P̂
(1)
rAd

, P̂
(2)
rAd

y P̂
(3)
rAd

. Los estimadores que se pueden derivar son

P̂
(c1)
rAd

= αP̂Ad
+ (1− α)P̂

(1)
rAd

, (4.36)

P̂
(c2)
rAd

= αP̂Ad
+ (1− α)P̂

(2)
rAd

, (4.37)

P̂
(c3)
rAd

= αP̂Ad
+ (1− α)P̂

(3)
rAd

, (4.38)

p̂
(c4)
rAd

= αP̂
(1)
rAd

+ (1− α)P̂
(3)
rAd

, (4.39)

P̂
(c5)
rAd

= αP̂
(2)
rAd

+ (1− α)P̂
(3)
rAd

, (4.40)

donde 0 ≤ α ≤ 1.
Habrá que estimar el valor para α en el sentido de mı́nima varianza dentro

de la clase de estimadores de P̂
(ck)
rAd

, k = 1, · · · , 5.
El estimador es de la forma

P̂
(ck)
rAd

= αt̂1 + (1− α)t̂2

donde t̂1 representa el primer estimador y t̂2 el segundo. Entonces, debemos
hallar el valor de α que minimiza la varianza de P̂

(ck)
rAd

. Esta varianza estará dada
por

AV (P̂
(ck)
rAd

) = V
[
αt̂1 + (1− α)t̂2

]

= α2V (t̂1) + (1− α)2V (t̂2) + 2α(1− α)cov(t̂1, t̂2).

Designemos por V1 = V (t̂1), V2 = V (t̂2) y C = cov(t̂1, t̂2). La varianza de

P̂
(ck)
rAd

puede expresarse como

AV (P̂
(ck)
rAd

) = α2V1 + (1− α)2V2 + 2α(1− α)C. (4.41)

Minimizando esta expresión de la varianza obtenemos

∂AV (P̂
(ck)
rAd

)

∂α
= 2αV1 − 2(1− α)V2 + 2C − 4αC,
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igualando a cero y resolviendo para α se obtiene

2αV1 − 2(1− α)V2 + 2C − 4αC = αV1 − V2 + αV2 + C − 2αC = 0

α(V1 + V2 − 2C) = V2 − C,

αopt =
V2 − C

V1 + V2 − 2C
(4.42)

y es un mı́nimo toda vez que

∂2AV (P̂
(cd)
rAd

)

∂2α
= 2V1 + 2V2 − 4C = 2(V1 + V2 − 2C) = 2V (t̂1 − t̂2) > 0,

y concluimos que α minimiza la expresión para la AV (P̂
(ck)
rAd

), por lo que el
estimador puede escribirse como

P̂
(ck)
rAd

= αoptt̂1 + (1− αopt)t̂2.

El la práctica P̂
(ck)
rAd

no se conoce, dado que αopt depende de las varianzas
poblacionales, las cuales son generalmente desconocidas. En este caso, podemos
usar el estimador

P̂
(ck)
rAd

= α̂optt̂1 + (1− α̂opt)t̂2 (4.43)

donde

α̂opt =
V̂ (t̂2)− ĉov(t̂1, t̂2)

V̂ (t̂1) + V̂ (t̂2)− 2ĉov(t̂1, t̂2)
. (4.44)

Operando algebraicamente en la expresión para la varianza de P̂
(ck)
rAd

en
(4.41), esta puede ser expresada como

AV (P̂
(ck)
rAd

) =
V1V2 − C2

V1 + V2 − 2C
(4.45)

donde V1 y V2 son las expresiones para la varianza de t̂1 y t̂2, respectivamente
y C = cov(t̂1, t̂2), generalmente desconocida, que debe estimarse. A partir de
esta última expresión, un estimador de la varianza del estimador óptimo puede
escribirse como

ÂV (P̂
(ck)
rAd

) =
V̂ (t̂1)V̂ (t̂2)− ĉov2(t̂1, t̂2)

V̂ (t̂1) + V̂ (t̂2)− 2ĉov(t̂1, t̂2)
(4.46)

Si asumimos que la covarianza C en (4.44), (4.45) y (4.46) es pequeña,
entonces la aproximación óptima para los pesos αopt depende solamente de la
razón de varianzas, por lo que (4.44) puede escribirse como

αopt =
1

1 + F
(4.47)
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donde F = V (t̂1)

V (t̂2)
.

Además, la varianza de P̂
(ck)
rAd

con pesos óptimos αopt se reduce a

AV (P̂
(ck)
rAd

) =
V1V2

V1 + V2

y su estimador

ÂV (P̂
(ck)
rAd

) =
V̂ (t̂1)V̂ (t̂2)

V̂ (t̂1) + V̂ (t̂2)
(4.48)

Adicionalmente podemos afirmar que, el ECM con pesos óptimos αopt se
reduce a

ECM(P̂
(ck)
rAd

) = αoptECM(t̂1) = (1− αopt)ECM(t̂2).

Se sigue de esta última expresión que la reducción en ECM conseguida por
el estimador óptimo con respecto al más pequeño de los ECMs que componen
al estimador está dada por αopt si 0 ≤ αopt ≤ 1/2, e igual a 1− αopt, si 1/2 ≤
αopt ≤ 1. Aśı la máxima reducción del 50% se consigue cuando αopt = 1/2 o
F = 1.

Si ocurre que la covarianza C es grande, entonces la aproximación óptima
para los pesos αopt depende, además, de la covarianza, que deberá estimarse.
Especialmente la covarianza de estos estimadores combinados es dif́ıcil de es-
timar, pero podŕıamos emplear una aproximación usada por Eustat (2005),
como se muestra a continuación.

Sabemos que

ECM(P̂
(ck)
rAd

) = ECM
[
α(t̂1) + (1− α)(t̂2)

]

= α2ECM(t̂1) + (1− α)2ECM(t̂2) + 2α(1− α)E[(t̂1 − PAd1
)(t̂2 − PAd2

)]

Una posible aproximación de

E[(t̂1 − PAd1
)(t̂2 − PAd2

)] = E[t̂1 × t̂2]− PAd2
E[t̂1]− PAd1

E[t̂2] + PAd1
PAd2

= E[t̂1 × t̂2]− PAd2
PAd1

− PAd1
(E[t̂2]− PAd2

)

= E[t̂1 × t̂2]− PAd2
PAd1

− PAd1
[sesgo(t̂2)]

≈ E[(t̂1)
2]− P 2

Ad1
− PAd1

[sesgo(t̂2)]

= ECM [t̂1]− PAd1
[sesgo(t̂2)]

En este caso E[t̂1 × t̂2] puede aproximarse con E[(t̂1)
2] debido a que la co-

varianza es distinta de cero solamente para los términos comunes de ambos
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estimadores, es decir, para los términos que intervienen en el cálculo del es-
timador t̂1. En este caso asumimos que PAd1

= PAd2
= PAd

, la proporción de
individuos en el dominio que poseen el atributo A y que V A(t̂1) > V A(t̂2), si
ocurre lo contrario, habrá que hacer los correspondientes ajustes en las expre-
siones para los estimadores de P̂

(ck)
rAd

y su varianza.
Por lo anterior, un estimador del ECM , estará dado por

ÊCM(P̂
(ck)
rAd

) = α̂2
optÊCM(t̂1) + (1− α̂opt)

2ÊCM(t̂2)

+2α̂opt(1− α̂opt)
{

ÊCM [t̂1]− P̂Ad1
[ŝesgo(t̂2)]

}

O como hemos expresado en (4.48), si asumimos que ECM(P̂
(ck)
rAd

)
.
= V (P̂

(ck)
rAd

),
Särndal, et al. (1992, pág. 174), entonces

ÂV (P̂
(ck)
rAd

) =
V̂ (t̂1)V̂ (t̂2)−

{
V̂ [t̂1]− P̂Ad1[B̂(t̂2)]

}2

V̂ (t̂1) + V̂ (t̂2)− 2
{

V̂ [t̂2]− P̂Ad1
[B̂(t̂2)]

} . (4.49)

Para un diseño de muestreo MAS(N,n) se sustituyen en (4.48) las varian-
zas y sesgo estimados dados por (4.23) y (4.25), (4.32) y (4.34), si la covarianza
C es pequeña, o en (4.49) si la covarianza es grande, para obtener las estima-
ciones de las varianzas de los estimadores combinados (4.36), (4.37), (4.38),
(4.39) y (4.40).

Entonces, los estimadores combinados y los estimadores de sus varianzas
serán, considerando el valor óptimo para α, los siguientes:

Para P̂
(c1)
rAd

,

P̂
(c1)
rAd

= α̂opP̂Ad
+ (1− α̂opt)P̂

(1)
rAd

, (4.50)

donde

α̂opt =
V̂ (P̂

(1)
rAd

)− ĉov(P̂Ad
, P̂

(1)
rAd

)

V̂ (P̂Ad
) + V̂ (P̂

(1)
rAd

)− 2ĉov(P̂Ad
, P̂

(1)
rAd

)
. (4.51)

Su varianza estimada, en caso de que la covarianza sea pequeña, estará dada
por

ÂV (P̂
(c1)
rAd

) =
V̂ (P̂Ad

)V̂ (P̂
(1)
rAd

)

V̂ (P̂Ad
) + V̂ (P̂

(1)
rAd

)
(4.52)

y si la covarianza es grande

ÂV (P̂
(c1)
rAd

) =
V̂ (P̂Ad

)V̂ (P̂
(1)
rAd

)−
{

V̂ [P̂Ad
]− P̂Ad

[B̂(P̂
(1)
rAd

)]
}2

V̂ (P̂Ad
) + V̂ (P̂

(1)
rAd

)− 2
{

V̂ [P̂Ad
]− P̂Ad

[B̂(P̂
(1)
rAd

)]
} . (4.53)
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Para P̂
(c2)
rAd

,

P̂
(c2)
rAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(2)
rAd

, (4.54)

donde

α̂opt =
V̂ (P̂

(2)
rAd

)− ĉov(P̂Ad
, P̂

(2)
rAd

)

V̂ (P̂Ad
) + V̂ (P̂

(2)
rAd

)− 2ĉov(P̂Ad
, P̂

(2)
rAd

)
. (4.55)

Su varianza estimada, en caso de que la covarianza sea pequeña, estará dada
por

ÂV (P̂
(c2)
rAd

) =
V̂ (P̂Ad

)V̂ (P̂
(2)
rAd

)

V̂ (P̂Ad
) + V̂ (P̂

(2)
rAd

)
(4.56)

y si la covarianza es grande

ÂV (P̂
(c2)
rAd

) =
V̂ (P̂Ad

)V̂ (P̂
(2)
rAd

)−
{

V̂ [P̂Ad
]− P̂Ad

[B̂(P̂
(2)
rAd

)]
}2

V̂ (P̂Ad
) + V̂ (P̂

(2)
rAd

)− 2
{

V̂ [P̂Ad
]− P̂Ad

[B̂(P̂
(2)
rAd

)]
} . (4.57)

Para P̂
(c3)
rAd

,

P̂
(c3)
rAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(3)
rAd

, (4.58)

donde

α̂opt =
V̂ (P̂

(3)
rAd

)− ĉov(P̂Ad
, P̂

(3)
rAd

)

V̂ (P̂Ad
) + V̂ (P̂

(3)
rAd

)− 2ĉov(P̂Ad
, P̂

(3)
rAd

)
. (4.59)

Su varianza estimada, en caso de que la covarianza sea pequeña, estará dada
por

ÂV (P̂
(c3)
rAd

) =
V̂ (P̂Ad

)V̂ (P̂
(3)
rAd

)

V̂ (P̂Ad
) + V̂ (P̂

(3)
rAd

)
(4.60)

y si la covarianza es grande

ÂV (P̂
(c3)
rAd

) =
V̂ (P̂Ad

)V̂ (P̂
(3)
rAd

)−
{

V̂ [P̂Ad
]− P̂Ad

[B̂(P̂
(3)
rAd

)]
}2

V̂ (P̂Ad
) + V̂ (P̂

(3)
rAd

)− 2
{

V̂ [P̂Ad
]− P̂Ad

[B̂(P̂
(3)
rAd

)]
} . (4.61)

Para P̂
(c4)
rAd

,

P̂
(c4)
rAd

= α̂optP̂
(1)
rAd

+ (1− α̂opt)P̂
(3)
rAd

, (4.62)

donde

α̂opt =
V̂ (P̂

(3)
rAd

)− ĉov(P̂
(1)
rAd

, P̂
(3)
rAd

)

V̂ (P̂
(1)
rAd

) + V̂ (P̂
(3)
rAd

)− 2ĉov(P̂
(1)
rAd

, P̂
(3)
rAd

)
. (4.63)
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Su varianza estimada, en caso de que la covarianza sea pequeña, estará dada
por

ÂV (P̂
(c4)
rAd

) =
V̂ (P̂

(1)
rAd

)V̂ (P̂
(3)
rAd

)

V̂ (P̂
(1)
rAd

) + V̂ (P̂
(3)
rAd

)
(4.64)

y si la covarianza es grande

ÂV (P̂
(c4)
rAd

) =
V̂ (P̂

(1)
rAd

)V̂ (P̂
(3)
rAd

)−
{

V̂ [P̂
(1)
rAd

]− P̂
(1)
rAd

[B̂(P̂
(3)
rAd

)]
}2

V̂ (P̂
(1)
rAd

) + V̂ (P̂
(3)
rAd

)− 2
{

V̂ [P̂
(1)
rAd

]− P̂
(1)
rAd

[B̂(P̂
(3)
rAd

)]
} . (4.65)

Para P̂
(c5)
rAd

,

P̂
(c5)
rAd

= α̂optP̂
(2)
rAd

+ (1− α̂opt)P̂
(3)
rAd

, (4.66)

donde

α̂opt =
V̂ (P̂

(3)
rAd

)− ĉov(P̂
(2)
rAd

, P̂
(3)
rAd

)

V̂ (P̂
(2)
rAd

) + V̂ (P̂
(3)
rAd

)− 2ĉov(P̂
(2)
rAd

, P̂
(3)
rAd

)
. (4.67)

Su varianza estimada, en caso de que la covarianza sea pequeña, estará dada
por

ÂV (P̂
(c5)
rAd

) =
V̂ (P̂

(2)
rAd

)V̂ (P̂
(3)
rAd

)

V̂ (P̂
(2)
rAd

) + V̂ (P̂
(3)
rAd

)
(4.68)

y si la covarianza es grande

ÂV (P̂
(c5)
rAd

) =
V̂ (P̂

(2)
rAd

)V̂ (P̂
(3)
rAd

)−
{

V̂ [P̂
(2)
rAd

]− P̂
(2)
rAd

[B̂(P̂
(3)
rAd

)]
}2

V̂ (P̂
(2)
rAd

) + V̂ (P̂
(3)
rAd

)− 2
{

V̂ [P̂
(2)
rAd

]− P̂
(2)
rAd

[B̂(P̂
(3)
rAd

)]
} . (4.69)

No se ha propuesto un estimador combinado entre P̂
(1)
rAd

y P̂
(2)
rAd

porque tienen
la misma varianza y no produciŕıa ninguna mejora en la estimación de PAd

.

4.1.6. Estimador combinado de razón óptimo

Observemos que el estimador usual P̂Ad
= pAd

puede obtenerse también
como pAd

= 1 − qAd
, donde qAd

= n−1
d

∑
j∈sd

Ac
j, (Ac

j representa las unidades
en la submuestra sd que no poseen el atributo A), entonces pAd

tiene el mismo
comportamiento en la estimación de PAd

que qAd
en la estimación de QAd

.

Sin embargo, esta propiedad no se cumple para P̂rAd
, los estimadores de razón

dados por (4.13) y (4.18), ya que se puede ver fácilmente que P̂rAd
6= 1− Q̂rAd

,

donde Q̂rAd
= R̂c

dQBd
y R̂c

d = qAd
/qBd

. El estimador de razón complementario

para la estimación de PA, P̂r.q = 1− Q̂r, definido por Rueda et al. (2011), para
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el cual establecieron propiedades a partir de la comparación con el estimador
directo de razón simple mediante el criterio de mı́nima varianza, verifica que
si PA < PB, entonces AV (P̂r) < AV (P̂ r.q) y P̂r es más eficiente que P̂r.q; en

caso contrario, se cumple que es más eficiente P̂r.q.
Esta teoŕıa puede aplicarse a la estimación de razón de PA en dominios y

definimos el estimador complementario de razón como

P̂rAdq = 1− Q̂rAd
, (4.70)

El objetivo consiste en definir un nuevo estimador combinado, usando una
combinación lineal del estimador de razón dado por (4.13) o (4.18) con P̂rAdq.

El nuevo estimador combinado es de la forma

P̂rAdα = αP̂rAd
+ (1− α)P̂rAdq (4.71)

donde α es el peso que pondera a ambos estimadores y se obtiene de (4.42) si
la covarianza es grande o de (4.47) y si la covarianza es pequeña. La expresión
para los pesos óptimos en el estimador compuesto (4.71) es

αopt =
V (P̂rAdq)− cov(P̂rAd

, P̂rAdq)

V (P̂rAd
) + V (P̂rAdq)− 2cov(P̂rAd

, P̂rAdq)
, (4.72)

y su estimador

α̂opt =
V̂ (P̂rAdq)− ĉov(P̂rAd

, P̂rAdq)

V̂ (P̂rAd
) + V̂ (P̂rAdq)− 2ĉov(P̂rAd

.P̂rAdq)
, (4.73)

El término para la covarianza entre los dos estimadores se obtiene como
sigue

C = Cov(P̂rAd
, P̂rAdq) = Cov(P̂rAd

, 1− Q̂rAd
) = −Cov(P̂rAd

, Q̂rAd
) =

−Cov(R̂dPBd
, R̂c

dQBd
) = −PBd

QBd
Cov(R̂d, R̂

c
d)

y en términos de las aproximaciones lineales para R, se obtiene

C = −PBd
QBd

Cov

[
Rd +

1

PBd

(P̂Ad
−RdP̂Bd

), Rc
d +

1

QBd

(Q̂Ad
−Rc

dQ̂Bd
)

]

o de forma equivalente

−PBd
QBd

Cov

[
Rd +

1

PBd

(P̂Ad
−RdP̂Bd

), Rc
d +

1

QBd

(1− P̂Ad
−Rc

d(1− P̂Bd
))

]
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o también

−PBd
QBd

Cov

[
Rd +

1

PBd

(P̂Ad
−RdP̂Bd

), Rc
d +

1

QBd

(1−Rc
d − P̂Ad

+ Rc
dP̂Bd

)

]

aplicando las propiedades de la covarianza y mediante sencillas operaciones
algebraicas obtenemos que

C = V (P̂Ad
) + RdR

c
dV (P̂Bd

)− (Rd + Rc
d)cov(P̂Ad

, P̂Bd
) (4.74)

y su estimador

Ĉ = V̂ (P̂Ad
) + R̂dR̂

c
dV̂ (P̂Bd

)− (R̂d + R̂c
d)ĉov(P̂Ad

, P̂Bd
). (4.75)

Entonces, el estimador óptimo estará dado por

P̂ opt
rAdα = α̂optP̂rAd

+ (1− α̂opt)P̂rAdq. (4.76)

Si la covarianza es grande, esta se obtiene con (4.75) y su varianza estará dada
por (4.46); en caso del supuesto de covarianza pequeña o cero, la varianza

se obtiene con (4.48). Para ambos casos, V̂ (P̂rAd
) = V̂ (P̂Ad

) + R̂2
dV̂ (P̂Bd

) −
2R̂dĉov(P̂Ad

, P̂Bd
) y V̂ (P̂rAdq) = V̂ (P̂Ad

) + (R̂c
d)

2V̂ (P̂Bd
)− 2R̂c

dĉov(P̂Ad
, P̂Bd

).

La expresión para la varianza del estimador óptimo se escribirá como

AV (P̂ opt
rAdα) =

V (P̂rAd
)V (P̂rAdq)− cov2(P̂rAd

, P̂rAdq)

V (P̂rAd
) + V (P̂rAdq)− 2cov(P̂rAd

, P̂rAdq)

haciendo las correspondientes sustituciones y operando algebraicamente, se
obtiene

AV (P̂ opt
rAdα) =

V (P̂Ad
)V (P̂Bd

)− cov2(P̂Ad
, P̂Bd

)

V (P̂Bd
)

(4.77)

cuya demostración completa puede consultarse en un trabajo reciente de J.F.
Muñoz et al. (2011).

Bajo un diseño MAS(N, n), la expresión para la varianza del estimador
óptimo es

AV (P̂ opt
rAdα) =

N

Nd

1− f

n

[
PAd

QAd
PBd

QBd
− φ2

dPAd
QAd

PBd
QBd

PBd
QBd

]
=

AV (P̂ opt
rAdα) =

N

Nd

1− f

n
PAd

QAd
(1− φ2

d) (4.78)

y su estimador

ÂV (P̂ opt
rAdα) =

1− f

nd

n

n− 1
PAd

QAd
(1− φ̂2

d). (4.79)
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4.1.7. Estimador de razón multivariante

Caso de p atributos auxiliares con información a nivel poblacional

Asumamos ahora que el atributo de interés A está asociado a p atributos
auxiliares B1, · · · , Bp, de los cuales se asume conocida PBi

, i = 1, · · · , p.
El estimador de razón en presencia de atributos auxiliares multivariantes,

a nivel de dominio, estará dado por

P̂Ad.rM
=

p∑
i=1

wiP̂rid = wP̂
′

rd, (4.80)

donde P̂rid = R̂idPBi
, R̂id =

P̂Ad

P̂Bid
, w = (w1, · · · , wp) y P̂rd = (P̂r1d, · · · , P̂rid).

Como se observa en el estimador propuesto, se estimarán las proporciones
de razón para cada uno de los p atributos B y se ponderarán mediante los
pesos wi, i = 1 · · · , p, que deberán satisfacer la condición

∑
p wi = 1 y serán

calculados de manera que se maximize la precisión del estimador propuesto
P̂Ad.rM

.

La varianza de P̂Ad.rM
puede escribirse como

AV (P̂Ad.rM
) = wCw’, (4.81)

donde C = (cik) se define como una matriz de dimensión p × p con cik =

cov(P̂rid, P̂rkd), i 6= k, y cii = AV (P̂rid), con i, k = 1, · · · , p, donde

AV (P̂rid) =

(
PBi

PBid

)2 [
V (P̂Ad

) + R2
idV (P̂Bid)− 2Ridcov(P̂Ad

, P̂Bid)
]

y

cov(P̂rid, P̂rkd) =

(
PBi

PBid

)2
[
V (P̂Ad

) + RidRkdcov(P̂Bid, P̂Bkd)

−Ridcov(P̂Ad
, P̂Bid)−Rkdcov(P̂Ad

, P̂Bkd)

]
.

Bajo un diseño MAS(N, n), estas últimas expresiones se escriben

AV (P̂rid) =

(
PBi

PBid

)2
N

Nd

1− f

n

[
PAd

QAd
+ R2

idPBidQBid (4.82)

−Ridφi

√
PAd

QAd
PBidQBid

]



142CAPÍTULO 4. APORTACIONES A LA ESTIMACIÓN DE PROPORCIONES

y

cov(P̂rid, P̂rkd) =

(
PBi

PBid

)2
N

Nd

1− f

n
[PAd

QAd
+ RidRkdφik

√
PBidQBidPBkdQBkd −

Ridφi

√
PAd

QAd
PBidQBid −Rkdφk

√
PAd

QAd
PBkdQBkd].

Una expresión para el sesgo de P̂Ad.rM
será

B(P̂Ad.rM
) =

(
PBi

PBid

)2 p∑
i=1

wiPAd

[
V (P̂Bid)

P 2
Bid

− cov(P̂Ad
, P̂Bid)

PAd
PBid

]

su estimador

B̂(P̂Ad.rM
) =

(
PBi

PBid

)2 p∑
i=1

wiP̂Ad

[
V̂ (P̂Bid)

P̂ 2
Bid

− ĉov(P̂Ad
, P̂Bid)

P̂Ad
P̂Bid

]

y bajo un diseño MAS(N, n),

B̂(P̂Ad.rM
) =

(
PBi

PBid

)2
1− f

nd

n

n− 1

p∑
i=1

wi


R̂idQ̂Bid − φ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid

P̂Bid




(4.83)
Dado que C es semidefinida positiva, la desigualdad generalizada de Cauchy–

Schwarz puede usarse para mostrar que el óptimo w que minimiza AV (P̂Ad.rM
)

es

wopt =
eC−1

eC−1e′

donde e = (1, · · · , 1).
Sustituyendo wopt en (4.81) obtenemos

AV (Ad.rM)min =
1

eC−1e′
.

Bajo un diseño MAS(N, n), el estimador de PAd
estará dado por

P̂Ad.rM
= ŵoptP̂

′

rd (4.84)

donde, ŵopt = eĈ
−1

eĈ−1e′
, Ĉ = (ĉik), ĉik = ĉov(P̂rid, P̂rkd), i 6= k, y ĉii = V̂ (P̂rid),

con i, k = 1, · · · , p,

V̂ (P̂rid) =

(
PBi

PBid

)2
1− f

nd

n

n− 1

(
P̂Ad

Q̂Ad
+ R̂2

idP̂BidQ̂Bid (4.85)

−2R̂idφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid

)
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y

ĉov(P̂rid, P̂rkd) =

(
PBi

PBid

)2
1− f

nd

n

n− 1

[
P̂Ad

Q̂Ad
+ R̂idR̂kdφ̂ik

√
P̂BidQ̂BidP̂BkdQ̂Bkd −

R̂idφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid − R̂kdφ̂k

√
P̂Ad

Q̂Ad
P̂BkdQ̂Bkd

]
.

Ahora, si n/(n− 1) ≈ 1, entonces

V̂ (P̂rid) =

(
PBi

PBid

)2
1− f

nd

(
P̂Ad

Q̂Ad
+ R̂2

idP̂BidQ̂Bid − 2R̂idφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid

)

y

ĉov(P̂rid, P̂rkd) =

(
PBi

PBid

)2
1− f

nd

[P̂Ad
Q̂Ad

+ R̂idR̂kdφ̂ik

√
P̂BidQ̂BidP̂BkdQ̂Bkd −

R̂idφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid − R̂kdφ̂k

√
P̂Ad

Q̂Ad
P̂BkdQ̂Bkd ],

donde φ̂i se estima de la submuestra organizando los datos A y Bj, i = 1, · · · , p,
con sus respectivos complementos, en una tabla de doble entrada. Se procede
de forma similar en la el cálculo de φ̂ik, es decir, hacemos una tabla de doble
entrada con los datos de Bi y Bk, i 6= k, con sus respectivos complementos
(ver apéndice A).

Caso de p atributos auxiliares a nivel de dominio

Bajo el supuesto de que se conoce información auxiliar a nivel de dominio,
es decir, es conocida PBd

, el estimador de PAd
estará dado por

P̂Ad.rM
=

p∑
i=1

wiP̂rid = wP̂
′

rd, (4.86)

donde P̂rid = R̂idPBid, R̂id =
P̂Ad

P̂Bid
, w = (w1, · · · , wp) y P̂rd = (P̂r1d, · · · , P̂rpd).

Obsérvese que la única diferencia entre este estimador y el dado por(4.80)

se da en P̂rid, el estimador de razón de la proporción a nivel de dominio, toda
vez que se conocen PBi

para el caso de (4.80) o PBid para el caso de (4.86).
Bajo un diseño MAS(N,n) varianza aproximada y su estimador estarán

dados por

AV (P̂rid) =
N

Nd

1− f

n

[
PAd

QAd
+ R2

idPBidQBid −Ridφi

√
PAd

QAd
PBidQBid

]

(4.87)
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y

cov(P̂rid, P̂rkd) =
N

Nd

1− f

n
[PAd

QAd
+ RidRkdφik

√
PBidQBidPBkdQBkd −

Ridφi

√
PAd

QAd
PBidQBid −Rkdφk

√
PAd

QAd
PBkdQBkd].

V̂ (P̂rid) =
1− f

nd

n

n− 1

[
P̂Ad

Q̂Ad
+ R̂2

idP̂BidQ̂Bid (4.88)

−2R̂idφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid

]

y

ĉov(P̂rid, P̂rkd) =
1− f

nd

n

n− 1

[
P̂Ad

Q̂Ad
+ R̂idR̂kdφ̂ik

√
P̂BidQ̂BidP̂BkdQ̂Bkd −

R̂idφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid − R̂kdφ̂k

√
P̂Ad

Q̂Ad
P̂BkdQ̂Bkd

]
.
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4.2. Estimadores de regresión propuestos

4.2.1. Información auxiliar de dominio: se conoce PBd
.

Consideremos ahora, un estimador “tipo regresión” para estimar PAd
, la

proporción de individuos que poseen el atributo A dentro del dominio d, si
contamos con información auxiliar del atributo B asociada al atributo A a
nivel de dominio. El estimador propuesto es

P̂
(1)
regAd

= P̂Ad
+ b(PBd

− P̂Bd
) (4.89)

donde se asume conocido PBd
, la proporción de individuos que poseen el atri-

buto B en el dominio d.
En este caso, b es una constante arbitraria conocida, que en el modelo de

regresión lineal para variables continuas representa la pendiente de la recta
de regresión, y P̂Bd

es el estimador de PBd
. Aunque b se supone arbitraria,

debeŕıa tomar valores preferentemente próximos al valor poblacional R o β, el
coeficiente de regresión lineal de mı́nimos cuadrados.

Una expresión para la varianza de P̂
(1)
regAd

, se obtiene como sigue

V (P̂
(1)
regAd

) = V [P̂Ad
+ b(PBd

− P̂Bd
)] = V [P̂Ad

+ bPBd
− bP̂Bd

]

V (P̂
(1)
regAd

) = V (P̂Ad
) + b2V (P̂Bd

)− 2bcov(P̂Ad
, P̂Bd

) (4.90)

y tendrá como estimador

V̂ (P̂
(1)
regAd

) = V̂ (P̂Ad
) + b2V̂ (P̂Bd

)− 2bĉov(P̂Ad
, P̂Bd

). (4.91)

Bajo un diseño muestral MAS(N, n), la varianza dada por (4.90) se escribe
como

V (P̂
(1)
regAd

) =
N

Nd

1− f

n

[
PAd

QAd
+ b2PBd

QBd
− 2bφd

√
PAd

QAd
PBd

QBd

]

(4.92)
y su estimador

V̂ (P̂
(1)
regAd

) =
1− f

nd

n

n− 1

[
P̂Ad

Q̂Ad
+ b2P̂Bd

Q̂Bd
− 2bφ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

]
,

(4.93)
o también

V̂ (P̂
(1)
regAd

) =
1− f

nd

[
P̂Ad

Q̂Ad
+ b2P̂Bd

Q̂Bd
− 2bφ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

]

si n/(n− 1) ≈ 1.
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En la práctica b no es conocido y debe estimarse. Una expresión para b
puede hallarse minimizando (4.90) como sigue:

∂V (P̂
(1)
regAd

)

∂b
= 2bV (P̂Bd

)− 2cov(P̂Ad
, P̂Bd

),

igualando a cero se consigue

2bV (P̂Bd
)− 2cov(P̂Ad

, P̂Bd
) = bV (P̂Bd

)− cov(P̂Ad
, P̂Bd

) = 0

b =
cov(P̂Ad

, P̂Bd
)

V (P̂Bd
)

,

que es un mı́nimo porque

∂2V (P̂
(1)
regAd

)

∂b2
= 2V (P̂Bd

) > 0.

Entonces podemos escribir

bopt =
cov(P̂Ad

, P̂Bd
)

V (P̂Bd
)

, (4.94)

y su estimador

b̂opt =
ĉov(P̂Ad

, P̂Bd
)

V̂ (P̂Bd
)

, (4.95)

Bajo un diseño MAS(N, n), (4.94) se escribe

bopt =
φd

√
PAd

QAd
PBd

QBd

PBd
QBd

= φd

√
PAd

QAd√
PBd

QBd

y (4.95)

b̂opt = φ̂d

√
P̂Ad

Q̂Ad√
P̂Bd

Q̂Bd

,

y entonces, el estimador de regresión óptimo para PAd
en (4.89) será

P̂
(1)
regAd

= P̂Ad
+ b̂opt(PBd

− P̂Bd
). (4.96)

Bajo muestreo aleatorio simple, la varianza de este estimador viene dada
por:

AV (P̂
(1)
regAd

) =
N

Nd

1− f

n

[
PAd

QAd
+

(
φd

√
PAd

QAd√
PBd

QBd

)2

PBd
QBd

−2

(
φd

√
PAd

QAd√
PBd

QBd

)
φd

√
PAd

QAd
PBd

QBd

]
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AV (P̂
(1)
regAd

) =
N

Nd

1− f

n
PAd

QAd
(1− φ2

d) (4.97)

y un estimador de su varianza viene dado por:

V̂ (P̂
(1)
regAd

) =
1− f

nd − 1
P̂AdQ̂Ad

(1− φ̂2
d). (4.98)

4.2.2. Información auxiliar poblacional: se conoce PB

Si se asume conocido PB, la proporción de individuos que poseen el atributo
B en la población, el estimador propuesto será

P̂
(2)
regAd

= P̂Ad
+ b(PB − P̂Bd

), (4.99)

cuya expresión para la varianza será

V (P̂
(2)
regAd

) = V [P̂Ad
+ b(PB − P̂Bd

)] = V [P̂Ad
+ bPB − bP̂Bd

]

V (P̂
(2)
regAd

) = V (P̂Ad
) + b2V (P̂Bd

)− 2bcov(P̂Ad
, P̂Bd

),

que es idéntica a la expresión dada por (4.90), por lo que el estimador (4.99)
para b óptimo bajo un diseño MAS(N, n) será

P̂
(2)
regAd

= P̂Ad
+ b̂opt(PB − P̂Bd

), (4.100)

y su varianza estimada

V̂ (P̂
(2)
regAd

) =
1− f

nd − 1
P̂AdQ̂Ad

(1− φ̂2
d).

Observe que las varianzas y covarianzas para (4.89) y (4.99) son las mismas, ya
que solo difieren en las constantes PB y PBd

. Además, los estimadores de las va-
rianzas son idénticos a los estimadores de la varianza del estimador combinado
de razón óptimo (4.79).

Estimadores de diferencia

Si b = 1 en (4.89) y (4.99), se obtiene el conocido estimador de diferencia.
Si se conoce PBd

P̂
(1)
difAd

= P̂Ad
+ (PBd

− P̂Bd
), (4.101)

si se conoce PB,
P̂

(2)
difAd

= P̂Ad
+ (PB − P̂Bd

), (4.102)

o el de diferencia sintético

P̂
(3)
difAd

= P̂A + (PB − P̂B) (4.103)
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La varianza bajo un diseño MAS(N,n) para (4.102) y (4.101) es

AV (P̂difAd
) =

N

Nd

1− f

n

(
PAd

QAd
+ PBd

QBd
− 2φ

√
PAd

QAd
PBd

QBd

)

=
N

Nd

1− f

n

(
PAd

QAd
+ PBd

QBd
− 2

√
PBd

QBd√
PAd

QAd

√
PAd

QAd
PBd

QBd

)

AV (P̂difAd
) =

N

Nd

1− f

n
[PAd

QAd
− PBd

QBd
] (4.104)

y su estimador

ÂV (P̂difAd
) =

1− f

nd

n

n− 1

[
P̂Ad

Q̂Ad
− P̂Bd

Q̂Bd

]
(4.105)

ya que sabemos que si b = 1, entonces φ̂d =

√
P̂Bd

Q̂Bd√
P̂Ad

Q̂Ad

.

Si n/(n− 1) ≈ 1, el estimador de la varianza se puede aproximar por

ÂV (P̂difAd
) =

1− f

nd

(
P̂Ad

Q̂Ad
− P̂Bd

Q̂Bd

)
.

Para (4.103), el estimador de diferencia sintético, se tiene

AV (P̂difAd
) =

N − n

(N − 1)n

1− f

n
[PAQA − PBQB] (4.106)

y su estimador

ÂV (P̂difAd
) =

1− f

n− 1

[
P̂AQ̂A − P̂BQ̂B

]
. (4.107)

Es posible hallar, también, los correspondientes estimadores combinados de
diferencia.

4.2.3. Estimador de regresión sintético

En este caso suponemos que el estimador de regresión basado en la muestra
s, puede ser usado para estimar la proporción PAd

correspondiente al dominio
d, si se asume conocido, además, información auxiliar a nivel de dominio, es
decir, se conoce PBd

. El estimador propuesto es

P̂
(3)
regAd

= P̂A + b̂(PBd
− P̂B) (4.108)
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siendo b̂ = ĉov(P̂A,P̂B)

V̂ (P̂B)

La varianza del estimador de regresión sintético viene dada por:

AV (P̂
(3)
regAd

) =
N − n

(N − 1)n
PAQA(1− φ2) (4.109)

y su estimador

ÂV (P̂
(3)
regAd

) =
1− f

n− 1
P̂AQ̂A(1− φ̂2). (4.110)

4.2.4. Extensión de los estimadores de regresión a un
diseño general de muestreo

Hemos seleccionado una muestra aleatoria s bajo un diseño general de
muestreo, con probabilidades de inclusión πj y πjk. Usando información auxiliar
definimos el estimador de regresión de la forma (4.89) o (4.99), entonces, una
expresión aproximada de la varianza se obtiene usando las propiedades de los
estimadores de H-T,

AV (P̂regAd
) = V

(∑
j∈Ud

Aj − bBj

πj

)
,

con b dada como en (4.94) o de forma equivalente,

b =

∑
j∈Ud

(Aj − PAd
)(Bj − PBd

)∑
j∈Ud

(Bj − PBd
)2

,

entonces

AV (P̂regAd
) =

1

N2
d

∑

j,k∈Ud

(πjπk − πjk)

(
Ej

πj

)(
Ek

πk

)

y su estimador

ÂV (P̂regAd
) =

1

N̂2
d

∑

j,k∈sd

(
πjπk − πjk

πjk

)(
ej

πj

)(
ek

πk

)
, (4.111)

con Ej = Aj − bBj y ej = Aj − b̂Bj.
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4.2.5. Estimadores combinados de regresión

Con los estimadores de PAd
dados por (4.6), (4.96), (4.100) y (4.108) se

pueden construir los siguientes estimadores combinados

P̂
(c1)
regAd

= αP̂Ad
+ (1− α)P̂

(1)
regAd

, (4.112)

P̂
(c2)
regAd

= αP̂Ad
+ (1− α)P̂

(2)
regAd

, (4.113)

P̂
(c3)
regAd

= αP̂Ad
+ (1− α)P̂

(3)
regAd

, (4.114)

p̂
(c4)
regAd

= αP̂
(1)
regAd

+ (1− α)P̂
(3)
regAd

, (4.115)

P̂
(c2)
regAd

= αP̂
(2)
regAd

+ (1− α)P̂
(3)
regAd

, (4.116)

donde 0 ≤ α ≤ 1 y α = V2−C
V1+V2−2C

.
Si asumimos que la covarianza C es pequeña, entonces la aproximación

óptima para los pesos αopt depende solamente de la razón de varianzas, por lo
que puede escribirse como

αopt =
1

1 + F

donde F = V (t̂1)

V (t̂2)
.

Bajo este supuesto los estimadores combinados y los estimadores de sus
varianzas, considerando el valor óptimo para α, son los siguientes:

Para P̂
(c1)
regAd

,

P̂
(c1)
regAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(1)
regAd

, (4.117)

y su varianza estimada

ÂV (P̂
(c1)
regAd

) =
V̂ (P̂Ad

)V̂ (P̂
(1)
regAd

)

V̂ (P̂Ad
) + V̂ (P̂

(1)
regAd

)
. (4.118)

Para P̂
(c2)
regAd

,

P̂
(c2)
regAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(2)
regAd

, (4.119)

y su varianza estimada

ÂV (P̂
(c2)
regAd

) =
V̂ (P̂Ad

)V̂ (P̂
(2)
regAd

)

V̂ (P̂Ad
) + V̂ (P̂

(2)
regAd

)
. (4.120)
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Para P̂
(c3)
regAd

,

P̂
(c3)
regAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(3)
regAd

, (4.121)

y su varianza estimada

ÂV (P̂
(c3)
regAd

) =
V̂ (P̂Ad

)V̂ (P̂
(3)
regAd

)

V̂ (P̂Ad
) + V̂ (P̂

(3)
regAd

)
. (4.122)

Para P̂
(c4)
regAd

,

P̂
(c4)
regAd

= α̂optP̂
(1)
regAd

+ (1− α̂opt)P̂
(3)
regAd

, (4.123)

y su varianza estimada

ÂV (P̂
(c4)
regAd

) =
V̂ (P̂

(1)
regAd

)V̂ (P̂
(3)
regAd

)

V̂ (P̂
(1)
regAd

) + V̂ (P̂
(3)
regAd

)
. (4.124)

Para P̂
(c5)
regAd

,

P̂
(c5)
regAd

= α̂optP̂
(2)
Ad

+ (1− α̂opt)P̂
(3)
regAd

, (4.125)

y su varianza estimada

ÂV (P̂
(c5)
regAd

) =
V̂ (P̂

(2)
Ad

)V̂ (P̂
(3)
regAd

)

V̂ (P̂
(2)
rAd

) + V̂ (P̂
(3)
rAd

)
, (4.126)

donde V̂ (P̂Ad
) está dada por (4.11), V̂ (P̂

(1)
regAd

) = V̂ (P̂
(2)
regAd

) está dada por

(4.98) y V̂ (P̂
(3)
regAd

) está dada por (4.110).

4.2.6. Múltiples atributos auxiliares conocidos a nivel
de dominio

Consideraremos conocidos, en el modelo de regresión (4.89), B = (B1, · · · , Bp)
atributos auxiliares, en el cual bi, i = 1, · · · , p, se conoce para cada atributo
auxiliar o se estima a partir de (4.95). El modelo para estimar PAd

puede
escribirse como

P̂regAdM = P̂Ad
+

p∑
i=1

bi(PBid − P̂Bid) (4.127)

donde P̂Ad
, P̂Bid son las proporciones muestrales de A en el dominio y Bi en

el dominio para el i-ésimo atributo B, respectivamente; PBid es la proporción
poblacional de Bid.
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Su varianza estimada se obtiene como sigue

AV (P̂regAdM) = E[P̂regAdM − PAd
]2

= E[(P̂Ad
− PAd

) + b1(PB1d − P̂B1d) + · · ·+ bi(PBid − P̂Bid)]
2

= V (P̂Ad
) +

p∑
i=1

b2
i V (P̂Bid)− 2

p∑
i=1

bicov(P̂Ad
, P̂Bid) + 2

∑

i6=k

bibkcov(P̂Bid, P̂Bkd).

Entonces,

AV (P̂regAdM) = V (P̂Ad
) +

p∑
i=1

b2
i V (P̂Bid)

−2

p∑
i=1

bicov(P̂Ad
, P̂Bid) + 2

∑

i 6=k

bibkcov(P̂Bid, P̂Bkd) (4.128)

o de forma matricial
AV (P̂regAdM) = eVe’

donde e= (1, · · · , 1) y V= (νik) = cov(P̂Ad
, biP̂Bid), con i = 1, · · · , p.

Un estimador para la varianza dada por (4.128) se escribe

V̂ (P̂regAdM) = V̂ (P̂Ad
) +

p∑
i=1

b2
i V̂ (P̂Bid)

−2
∑

i

biĉov(P̂Ad
, P̂Bid) + 2

∑

i 6=k

bibkĉov(P̂Bid, P̂Bkd) (4.129)

Ahora, bajo un diseño MAS(N,n), (4.128) será

AV (P̂regAdM) =
N

Nd

1− f

n
[PAd

QAd
+

p∑
i=1

b2
i PBidQBid

−2
∑

i

biφi

√
PAd

QAd
PBidQBid + 2

∑

i6=k

bibkφik

√
PBidQBidPBkdQBkd] (4.130)

y su estimador

V̂ (P̂regAdM) =
1− f

nd

n

n− 1
[P̂Ad

Q̂Ad
+

p∑
i=1

b2
i P̂BidQ̂Bid

−2

p∑
i=1

biφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid + 2

∑

i6=k

bibkφ̂ik

√
P̂BidQ̂BidP̂BkdQ̂Bkd]. (4.131)
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Igual que en el caso univariado, b óptimo será de la forma

bopt =
cov(P̂Ad

, P̂Bid)

V (P̂Bid)
,

entonces podemos hallar el estimador óptimo de (4.127) y del estimador de la
varianza (4.131) como

P̂ opt
regAdM = P̂Ad

+

p∑
i=1

biopt(PBid − P̂Bid)

y V̂ (P̂ opt
regAdM) sustituyendo los correspondientes valores óptimos de b.

Otra opción consiste en considerar pesos ponderados wi de dominio, en el
cual se tienen también p atributos auxiliares Bi, los cuales están disponibles
en cada dominio de tamaño Nd. Además, sea Ri, la razón de PAd

y PBid, con
i = 1, · · · , p. Entonces usaremos el siguiente estimador de diferencia ponderado
para estimar, de una muestra aleatoria simple de tamaño n, la proporción de
individuos que poseen el atributo A dentro del dominio d:

P̂ pond
regAdM =

∑
i

witi (4.132)

donde ti = P̂Ad
− Ri(P̂Bid − PBid) y P̂Ad

, P̂Bid son las proporciones muestrales
de los atributos A y Bi, respectivamente. La cantidad PBid es la proporción
poblacional de Bi en el dominio y wi son pesos que satisfacen la condición∑p

i=1 wi = 1 y serán calculados de manera que se maximize la precisión del
estimador propuesto, es decir, que minimicen la varianza del estimador. El
estimador P̂ pond

regAdM es insesgado y su varianza está dada por

V (P̂ pond
regAdM) =

∑
i

∑

k

wiwkcov(ti, tk) (4.133)

donde

cov(ti, tk) = cov[P̂Ad
−Ri(P̂Bid − PBid), P̂Ad

−Rk(P̂Bkd − PBkd)]

= V (P̂Ad
)−Ricov(P̂Ad

, P̂Bid)−Rkcov(P̂Ad
, P̂Bkd) + RiRkcov(P̂Bid, P̂Bkd)

por lo que

V (p̂pond
regAdM) =

∑
i

∑

k

wiwk[V (p̂Ad
)

−Ricov(p̂Ad
, p̂Bid)−Rkcov(p̂Ad

, p̂Bkd) + RiRkcov(p̂Bid, p̂Bkd)]

V (P̂ pond
regAdM) =

∑
i

∑

k

wiwkνik = wVw’, (4.134)
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donde

νik = V (P̂Ad
)−Ricov(P̂Ad

, P̂Bid)−Rkcov(P̂Ad
, P̂Bkd) + RiRkcov(P̂Bid, P̂Bkd),

V = (νik) y w = (w1, · · · , wp), siendo w’ el traspuesto de w.

Un estimador para la varianza será

V̂ (P̂ pond
regAdM) =

∑
i

∑

k

wiwk[V̂ (P̂Ad
)− R̂iĉov(P̂Ad

, P̂Bid)−

R̂kĉov(P̂Ad
, P̂Bkd) + R̂iR̂kĉov(P̂Bid, P̂Bkd)]. (4.135)

Para un diseño MAS(N,n) la varianza dada por (4.134) es

V (p̂pond
regAdM) =

N

Nd

1− f

n

∑
i

∑

k

wiwk[PAd
QAd

−Riφi

√
PAd

QAd
PBidQBid −Rkφk

√
PAd

QAd
PBkdQBkd +

RiRkφik

√
PBidQBidPBkdQBkd]

V (P̂ pond
regAdM) =

N

Nd

1− f

n

∑
i

∑

k

wiwkνik =
N

Nd

1− f

n
wVw’, (4.136)

y su estimador

V̂ (P̂ pond
regAdM) =

1− f

nd

n

n− 1

∑
i

∑

k

wiwk[P̂Ad
Q̂Ad

−

R̂iφ̂i

√
P̂Ad

Q̂Ad
P̂BidQ̂Bid − R̂kφ̂k

√
P̂Ad

Q̂Ad
P̂BkdQ̂Bkd +

R̂iR̂kφ̂ik

√
P̂BidQ̂BidP̂BkdQ̂Bkd] (4.137)

o de forma matricial

V̂ (p̂pond
regAdM) =

(
1− f

nd

n

n− 1

) ∑
i

∑

k

wiwkν̂ik

=

(
1− f

nd

n

n− 1

)
wV̂ w’ (4.138)

o sus formas reducidas si suponemos que n/(n− 1) ≈ 1.

Un procedimiento propuesto por Olkin, I. (1958), nos permite establecer que
el peso óptimo wi está dado por

wi =
Suma de los elementos de la i-ésima columna A−1

Suma de todos los elementos i2 de A−1
(4.139)



4.2. ESTIMADORES DE REGRESIÓN PROPUESTOS 155

donde A−1 es la matriz inversa de A. Usando los pesos óptimos el estimador
de la varianza encontrada es

V̂ (p̂regAdM) =

(
1− f

nd

n

n− 1

)
/(Suma de todos los elementos i2 de A−1)

o también

V̂ (p̂regAdM) =

(
1− f

nd

)
/(Suma de todos los elementos i2 de A−1)

si n/(n− 1) ≈ 1.

A partir de los resultados anteriores, el estimador óptimo de PAd
será

p̂pond.opt
regAdM =

∑
i

wopt
i ti (4.140)

y un estimador de su varianza estará dada por (4.136), pero con pesos óptimos.
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4.3. Estimadores de calibración propuestos

Deville y Särndal (1992), introducen la teoŕıa general de estimadores de
calibración para totales poblacionales. El objetivo consiste en estimar el to-
tal poblacional, extendiendo una idea de calibración de Lemel (1976), Deville
(1988), usada en una población con totales conocidos para modificar los pesos
de diseño de muestreo básicos que aparecen en los estimadores de Horvitz-
Thompson, por nuevos pesos, tan próximos como sea posible a los pesos de
diseño para una métrica dada, que satisfagan una ecuación de calibración. Se
minimiza la distancia entre los pesos, se hallan los pesos de calibración y se
estima el total usando los pesos calibrados. Theberge (1999), usó la idea de
calibración para estimar varianzas; la formulación del problema de calibra-
ción es más general que la dada por Deville y Särndal (1992), además de usar
medidas arbitrarias de distancia en la estimación. Estevao y Särndal (2000),
probaron que las distintas medidas de distancia propuestas en los estimadores
de calibración producen resultados aproximadamente idénticos, por esa razón
desarrollaron una aproximación alternativa, la forma funcional de los pesos
calibrados. Spiegelman, D. et al.(2000), propusieron un estimador eficiente de
calibración para regresión loǵıstica y otros modelos de regresión lineal generali-
zados. Kott (2006) definió los pesos de calibración para satisfacer las ecuaciones
de calibración y dar un estimador bajo el diseño consistente. Una generaliza-
ción del procedimiento clásico de calibración la encontramos en Guggemos, F.,
et al.(2010) y se denomina procedimiento de calibración penalizada. En esta
sección abordaremos la estimación de calibración para proporciones a partir
de las ideas iniciales y usando la forma funcional de los pesos de calibración.

4.3.1. Estimación de una proporción para el dominio

Como es usual consideremos asociado con Aj un solo atributo auxiliar Bj

de forma tal que para los elementos j ∈ s, los vectores (Aj, Bj) son observados
y se cumple que Bj = 1 si la j-ésima unidad posee el atributo B y Bj = 0 en
caso contrario. Asumimos conocido el total de B o la proporción PB a nivel de
de dominio, es decir, TBj

o PBj
.

La proporción poblacional del atributo A en el dominio Ud está dado por

PAd
=

1

Nd

∑
j∈Ud

Aj (4.141)

y si designamos por dj = 1/πj, los pesos obtenidos mediante las probabilidades
de inclusión de primer orden (la d con que designamos este peso, no significa
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dominio), entonces el estimador de Horvitz-Thompson será

P̂Ad
=

1

N̂d

∑
j∈sd

djAj (4.142)

que es idéntico al dado por (4.6), en el cual no se incorpora la información
auxiliar disponible en la fase de estimación de la proporción de A, a nivel
de dominio. Para estimar esta proporción por el método de calibración, lo
haremos a partir de la estimación del total de dominio, toda vez que (4.142) es
no lineal. Una forma de incorporar la información auxiliar en la estimación de
TAd

, consiste en modificar los pesos dj por pesos nuevos wj, usando las técnicas
de calibración introducidas por Deville y Särndal (1992).

Siguiendo a Deville y Särndal (1992) obtenemos un estimador de calibración
para el total del atributo B de la siguiente forma:

Asumimos que

TBd
=

∑
j∈Ud

Bj,

se conoce a priori. Dada una muestra s, conocemos Bs y Bsd
, los valores del

atributo auxiliar para las unidades muestrales y para la submuestra en el do-
minio de interés. Deseamos hallar los pesos wj, para j ∈ s, tales que

T̂Bd
=

∑
j∈sd

wjBj = TBd
(4.143)

y los wj’s están próximos a los dj’s.
Como una medida de la distancia entre los wj’s y los dj’s, usaremos la

distancia Chi-cuadrado y nuestro objetivo es minimizar

φ =
∑
j∈sd

(wj − dj)
2

djqj

(4.144)

sujeto a la condición

TBd
=

∑
j∈sd

wjBj

donde las qj son constantes positivas conocidas no relacionadas a las dj.
Usando el método de multiplicadores de Lagrange para optimización res-

tringida obtenemos la expresión

L(wj, dj) =
∑
j∈sd

(wj − dj)
2

djqj

− 2
∑
j∈sd

wjBj. (4.145)
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Derivando (4.145) con respecto a wj e igualando a cero obtenemos

wj = dj + λdjqjBj. (4.146)

Ahora, si multiplicamos (4.146) por Bj y sumamos sobre la submuestra con-
seguimos ∑

j∈sd

wjBj =
∑
j∈sd

djBj + λ
∑
j∈sd

djqjB
2
j

TBd
= T̂Bd

+ λ
∑
j∈sd

djqjBj

donde B2
j = Bj, por definición de Bj. Entonces resolviendo para λ se obtiene

λ =
TBd

− T̂Bd∑
j∈sd

djqjBj

,

por lo que

T̂Adw =
∑
j∈sd

wjAj =
∑
j∈sd

[
dj +

(
TBd

− T̂Bd∑
j∈sd

djqjBj

)
djqjBj

]
Aj

T̂Adw =
∑
j∈sd

djAj +
∑
j∈sd

(
TBd

− T̂Bd∑
j∈sd

djqjBj

)
djqjBjAj

T̂Adw = T̂Ad
+

(TBd
− T̂Bd

)∑
j∈sd

djqjBj

∑
j∈sd

djqjBjAj. (4.147)

El estimador dado por (4.147) tiene la forma de un estimador de diferencia
generalizado, donde

b =

∑
j∈sd

djqjBjAj∑
j∈sd

djqjBj

por lo que su varianza aproximada estará dada por

AV (T̂Adw) = V (T̂Ad
) + b2V (T̂Bd

)− 2bcov(T̂Ad
, T̂Bd

) (4.148)

y su estimador

ÂV (T̂Adw) = V̂ (T̂Ad
) + b̂2V̂ (T̂Bd

)− 2b̂ĉov(T̂Ad
, T̂Bd

) (4.149)

Asumiendo un diseño MAS(N, n) con qj = 1 ∀j ∈ U , el estimador dado
por (4.147) se escribe

T̂Adw = T̂Ad
+

T̂ABd

T̂Bd

(TBd
− T̂Bd

), (4.150)
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donde T̂ABd
=

∑
j∈sd

AjBj.

Su varianza aproximada será

AV (T̂Adw) = N2
d

[
V (P̂Ad

) +

(
PABd

PBd

)2

V (P̂Bd
)− 2

(
PABd

PBd

)
cov(P̂Ad

, P̂Bd
)

]

con PABd
= 1

Nd

∑
j∈Ud

AjBj. De forma equivalente podemos escribir

AV (T̂Adw) = N2
d

N

Nd

1− f

n
[PAd

QAd
+

(
PABd

PBd

)2

PBd
QBd

−2

(
PABd

PBd

)
φd

√
PAd

QAd
PBd

QBd
] (4.151)

y su estimador

ÂV (T̂Adw) = N2
d

n

n− 1

1− f

nd

[ P̂Ad
Q̂Ad

+

(
P̂ABd

P̂Bd

)2

P̂Bd
Q̂Bd

−2

(
P̂ABd

P̂Bd

)
φ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd
] (4.152)

donde φd, el coeficiente V de Cramer, se estima de la submuestra sd.

Sabemos que TAdw = NdPAdw y como nos interesa estimar la proporción obte-
nemos que

P̂Adw =
1

Nd

T̂Adw (4.153)

si Nd es conocido y

P̂Adw =
1

N̂d

T̂Adw (4.154)

si Nd no es conocido, por lo que estamos ante la presencia de un estimador de
razón de totales.

La varianza de (4.153) será

AV (P̂Adw) = V [
1

Nd

T̂Adw] =

(
1

Nd

)2

V [T̂Adw]

=

(
N

Nd

)2 [
V (P̂Ad

) + b2V (P̂Bd
)− 2bcov(P̂Ad

, P̂Bd
)
]
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y su estimador

ÂV (P̂Adw) =

(
N

Nd

)2 [
V̂ (P̂Ad

) + b̂2V̂ (P̂Bd
)− 2b̂ĉov(P̂Ad

, P̂Bd
)
]
. (4.155)

Para (4.154), toda vez que es una razón de estimadores, su varianza apro-
ximada estará dada por

AV [P̂Adw] =

(
N

Nd

)2 [
V (P̂Ad

) + b2V (P̂Bd
)− 2bcov(P̂Ad

, P̂Bd
)
]

(4.156)

y su estimador

ÂV [P̂Adw] =

(
N

N̂d

)2 [
V̂ (P̂Ad

) + b̂2V̂ (P̂Bd
)− 2b̂ĉov(P̂Ad

, P̂Bd
)
]
. (4.157)

Bajo un diseño MAS(N, n) el estimador de la varianza dado por (4.155)
se escribe como

ÂV [P̂Adw] =

(
N

Nd

)2
1− f

n

Nd − 1

N − 1

nd

nd − 1
[ P̂Ad

Q̂Ad
+

(
P̂ABd

P̂Bd

)2

P̂Bd
Q̂Bd

−2

(
P̂ABd

P̂Bd

)
φ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd
]

ÂV [P̂Adw] =
N

Nd

1− f

n

nd

nd − 1

[
P̂Ad

Q̂Ad
+

(
P̂ABd

P̂Bd

)2

P̂Bd
Q̂Bd

−2

(
P̂ABd

P̂Bd

)
φ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd

]
(4.158)

y el estimador de la varianza dado por (4.157)

ÂV [P̂Adw] =
1− f

nd

n

n− 1
[ P̂Ad

Q̂Ad
+

(
P̂ABd

P̂Bd

)2

P̂Bd
Q̂Bd

(4.159)

−2

(
P̂ABd

P̂Bd

)
φ̂d

√
P̂Ad

Q̂Ad
P̂Bd

Q̂Bd
].
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4.3.2. Estimador sintético de calibración

Sabemos ya que un estimador sintético de dominio se obtiene usando un
estimador directo apropiado para un área grande, bajo el supuesto que las
áreas pequeñas tienen las mismas caracteŕısticas que el área grande. Entonces
el estimador sintético será de la forma

T̂Adw = T̂A +
(TB − T̂B)∑

j∈s djqjBj

∑
j∈s

djqjBjAj (4.160)

es decir, tiene la forma de un estimador de diferencia generalizado a partir de
la muestra s, con b =

∑
j∈s djqjBjAj/

∑
j∈s djqjBj.

La varianza aproximada del estimador es de la forma

AV (T̂Adw) = V (T̂A) + b2V (T̂B)− 2bCov(T̂A, T̂B) (4.161)

y un estimador de su varianza

ÂV (T̂Adw) = V̂ (T̂A) + b̂2V̂ (T̂B)− 2b̂Ĉov(T̂A, T̂B). (4.162)

Bajo un diseño de muestreo MAS(N, n), con qj = 1, el estimador de su
varianza será

ÂV (T̂Adw) = N2 1− f

n− 1

[
P̂AQ̂A +

(
P̂AB

P̂B

)2

P̂BQ̂B

−2

(
P̂AB

P̂B

)
φ̂

√
P̂AQ̂AP̂BQ̂B

]
(4.163)

donde P̂AB = n−1
∑

j∈s AjBj y φ es el coeficiente V de Cramer en la muestra.

Los estimadores de la proporción de dominio y su varianza pueden obtenerse
si sabemos que T̂Adw = NdP̂Adw, entonces

P̂Adw =
1

Nd

T̂Adw (4.164)

si se asume Nd conocido.
La varianza de (4.164) será

AV (P̂Adw) = V [
1

Nd

T̂Adw] =

(
1

Nd

)2

V [T̂Adw]

= V (P̂A) + b2V (P̂B)− 2bcov(P̂A, P̂B)
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y su estimador

ÂV (P̂Adw) = V̂ (P̂A) + b̂2V̂ (P̂B)− 2b̂ĉov(P̂A, P̂B). (4.165)

Bajo un diseño MAS(N, n) y qj = 1, el estimador de la varianza dado por
(4.165) se escribe como

ÂV [P̂Adw] =
1− f

n− 1

[
P̂AQ̂A +

(
P̂AB

P̂B

)2

P̂BQ̂B

−2

(
P̂AB

P̂B

)
φ̂

√
P̂AQ̂AP̂BQ̂B

]
(4.166)

donde P̂AB = n−1
∑

j∈s AjBj y φ es el coeficiente V de Cramer en la muestra.

Al igual que en los casos anteriores, es posible construir un estimador combi-
nado de estos estimadores.

4.3.3. Estimación calibrada para el caso multivariado

Consideremos ahora un atributo A relacionado con p atributos auxiliares
B1, · · · , Bp, el objetivo es hallar el estimador calibrado del total de dominio
TAd

en presencia de dichos atributos auxiliares, a partir de los resultados de
Deville y Särndal (1992).

Siguiendo el procedimiento usual de calibración, debemos incorporar la
información auxiliar proporcionada por los p atributos auxiliares, considerando
nuevos pesos wj, sujetos a las siguientes condiciones

TBid =
∑
j∈Ud

Bij =
∑
j∈sd

wjBij i = 1, · · · , p.

Sea T
′
Bid

= (TB1d, · · · , TBpd) el vector de totales de cada uno de los p atri-

butos auxiliares, los cuales se asumen conocidos; T̂
′

Bid
= (T̂B1d, · · · , T̂Bpd) el

vector de estimadores de Horvitz-Thompson de los totales para cada uno de
los p atributos auxiliares a nivel de dominio, donde la j-ésima observación
tendrá asociado el vector B

′
d = (B1j, · · · , Bpj) y el estimador de de H-T del

total para el i-ésimo atributo auxiliar será

T̂Bid =
∑
j∈sd

djBij i = 1, · · · , p.

El estimador calibrado del total será de la forma

T̂Adw =
∑
j∈sd

wjAj. (4.167)
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Minimicemos la distancia chi-cuadrado entre los pesos iniciales y los nuevos
pesos, bajo las condiciones dadas, usando el método de multiplicadores de
Lagrange para optimización restringida y los nuevos pesos serán

wj = dj + (TBid − T̂Bid)
′
(∑

j∈sd

djBjB
′
j

)−1

djBj, (4.168)

entonces el estimador calibrado con los nuevos pesos será

T̂Adw =
∑
j∈sd

djAj + (TBid − T̂Bid)
′
(∑

j∈sd

djBjB
′
j

)−1 ∑
j∈sd

djBjAj

o de forma equivalente

T̂Adw = T̂Ad
+ (TBid − T̂Bid)

′
b̂ (4.169)

donde b̂ = (
∑

j∈sd
djBjB

′
j)
−1

∑
j∈sd

djBjAj, Bj es una matriz de dimensión

p×nd, Aj es un vector de nd× 1, la matriz (
∑

j∈sd
djBjB

′
j)
−1 es de dimensión

p× p y no singular para que el estimador pueda obtenerse.
Una expresión para la varianza del estimador será

AV (T̂Adw) = V (T̂Ad
) + b2

∑
i

V (T̂Bid)− 2b
∑

i

cov(T̂Ad
, T̂Bid)

+2b
∑

i6=k

cov(T̂Bid, T̂Bkd) i = 1, · · · , p y i 6= k, (4.170)

donde b = (
∑

j∈Ud
djBjB

′
j)
−1

∑
j∈Ud

djBjAj.
Un estimador de la varianza será

ÂV (T̂Adw) = V̂ (T̂Ad
) + b̂2

∑
i

V (T̂Bid)− 2b̂
∑

i

ĉov(T̂Ad
, T̂Bid)

+2b̂
∑

i6=k

ĉov(T̂Bid, T̂Bkd) i = 1, · · · , p y i 6= k, . (4.171)

El objetivo es estimar la proporción del atributo A relacionado a los B1, · · · , Bp

atributos auxiliares, entonces

P̂Adw =
T̂Adw

Nd

=
1

Nd

[
T̂Ad

+ (TBid − T̂Bid)
′
b̂
]

P̂Adw = P̂Ad
+ (PBid − P̂Bid)

′
b̂ (4.172)
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si Nd es conocido y

P̂Adw =
T̂Adw

N̂d

=
1

N̂d

[
T̂Ad

+ (TBid − T̂Bid)
′
b̂
]

P̂Adw =
Nd

N̂d

[
P̂Ad

+ (PBid − P̂Bid)
′
b̂
]

(4.173)

si Nd es desconocido.
Las expresiones para las varianzas de (4.172) y (4.173) serán

AV (P̂Adw) = V (P̂Ad
)+b2

∑
i

V (P̂Bid)−2b
∑

i

cov(P̂Ad
, P̂Bid)+2b

∑

i6=k

cov(P̂Bid, P̂Bkd),

AV (P̂Adw) =

(
Nd

N̂d

)2

[V (P̂Ad
) + b2

∑
i

V (P̂Bid)

−2b
∑

i

cov(P̂Ad
, P̂Bid) + 2b

∑

i6=k

cov(P̂Bid, P̂Bkd)],

respectivamente, y sus estimadores

ÂV (P̂Adw) = V̂ (P̂Ad
)+b̂2

∑
i

V̂ (P̂Bid)−2b̂
∑

i

ĉov(P̂Ad
, P̂Bid)+2b̂

∑

i6=k

ĉov(P̂Bid, P̂Bkd),

(4.174)

ÂV (P̂Adw) =

(
Nd

N̂d

)2

[V̂ (P̂Ad
) + b̂2

∑
i

V̂ (P̂Bid)− 2b̂
∑

i

ĉov(P̂Ad
, P̂Bid)

+2b̂
∑

i6=k

ĉov(P̂Bid, P̂Bkd)].(4.175)

4.3.4. Estimación de proporciones a partir de variables
instrumentales

Consideraremos ahora el enfoque propuesto por Estevao y Särndal (2000),
que consiste en modificar el requerimiento de minimización de la medida de
distancia en la estimación de calibración y adoptar la forma funcional de los
pesos de calibración

wj = dj(1 + λT zj) (4.176)

para algún vector instrumental zj, donde λ se determina de la restricción.
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La estimación del total poblacional se hace de forma similar a la utilizada
hasta ahora y se obtiene la expresión

T̂w = T̂A + (TB − T̂B )̂bz (4.177)

donde b̂z = (
∑

d djzjB
T
j )−1

∑
d zjAj.

Como antes, si Bd = (B1j, · · · , Bpj)
T el vector de atributos auxiliares para la

j-ésima unidad. La información auxiliar consiste del vector de totales TBd
=∑

j∈Ud
Bj, compuesto de los p totales conocidos

∑
Ud

Bij para i = 1, · · · , p.

Adicionalmente definimos un vector instrumental zj = (z1j, · · · , zpj)
T para

todo j ∈ s, tal que

(a) dim(zj) = p = dim(Bj), y

(b) la matriz
∑

s djzjB
T
j , de dimensión p× p es no singular.

En el presente trabajo estudiaremos la estimación del total y proporciones
de áreas pequeñas usando como variables instrumentales zj = (1,Bj) y zj =
(Xj,Bj).

Para la estimación a nivel de dominio debemos hallar los pesos calibrados
wd.j que satisfagan las ecuaciones de calibración

∑
j∈sd

wd.jzj =
∑
j∈Ud

zj = zUd
donde zj = (1,Bj)

T

o de forma equivalente

∑
j∈sd

wd.j = Nd y
∑
j∈sd

wd.jBj =
∑
j∈Ud

Bj.

Entonces, el estimador de calibración para el total a nivel de dominio será

T̂Adw = T̂Ad
+ (TBd

− T̂Bd
)T b̂z (4.178)

donde b̂z = (
∑

j∈sd
djzjB

T
d )−1

∑
j∈sd

djzjAj.
En este caso la variable instrumental zj = Bj, por lo que el problema se

reduce al caso univariado que hemos trabajado en el apartado anterior y los
estimadores del total y su varianza, de la proporción y su varianza a nivel
de dominio, estaŕıan dadas por (4.150) y (4.152), (4.153) y (4.155) para Nd

conocido y (4.154) y (4.157) para Nd desconocido.
Ahora, asumimos que las ecuaciones de calibración son

∑
j∈s

wjzj =
∑
j∈U

zj = zU donde zj = (Xj,Bj)
T
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que pueden ser expresadas como
∑
j∈s

wj = Nd y
∑
j∈s

wjBj =
∑
j∈U

Bj,

entonces, el estimador calibrado del total será

T̂Aw = T̂A + (TB − T̂B)T b̂z, (4.179)

donde b̂z = (
∑

j∈s djzjB
T
j )−1

∑
j∈s djzjAj, y entonces, el estimador calibrado

(4.179) se reduce al estimador sintético del total de dominio.
Una expresión para la varianza será

AV (T̂Aw) = N2[V (P̂A) + b2
zV (P̂B)− 2bcov(P̂A, P̂B)]

y su estimador

ÂV (T̂Aw) = N2[V̂ (P̂A) + b̂2
zV̂ (P̂B)− 2b̂ĉov(P̂A, P̂B)]. (4.180)

El estimador de la proporción a nivel de dominio será

P̂Aw = P̂Ad
+ (PBd

− P̂Bd
)̂bz (4.181)

teniendo en cuenta que Nd puede ser conocido o no, en la estimación de PAd
y

PBd
.

Siguiendo los trabajos de Estevao y Särndal (2006), Lehtonen, Särndal y Vei-
janen ( 2008) y Kim y Park (2009), podemos usar la variable instrumental

zj = (1, Âj)
T , donde Âj se estima por regresión loǵıstica binaria. El estimador

del total a nivel de dominio será

T̂Aw = T̂Ad
+ (TBd

− T̂Bd
)T b̂z, (4.182)

donde los pesos calibrados deben satisfacer la ecuación de calibración
∑
j∈sd

wd.jzj =
∑
j∈Ud

zj = zUd
, con zj = (1, Âj)

T

y las restricciones de calibración
∑
j∈sd

wdj = Nd y
∑
j∈sd

wdjÂj =
∑
j∈Ud

Âj = T̂Aj
.

Para este caso b se estima por

b̂z =


(Â1, · · · , Ând

)




B1
...

Bnd







−1

(Â1, · · · , Ând
)




A1
...

And


 .
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Para hallar Âj, asumimos que Aj = Adj|ud ∼ Bin(n, PAj
) y denotemos por

µAj
= PAj

y σAj
= PAj

(1− PAj
), la media y varianza de Aj dado µj, respecti-

vamente. La distribución condicional de Aj pertenece a la familia exponencial
natural, y entonces

PAj
=

exp{ηj}
1 + exp{ηj} , ηj = Bjβ + ud, j = 1, · · · , Nd,

que tendrá por estimador

P̂Aj
=

exp{η̂j}
1 + exp{η̂j} , η̂j = Bjβ̂, j = 1, · · · , Nd,

donde β se estima por mı́nimos cuadrados ponderados o por máxima verosi-
militud iterativa con Newton-Raphson de la muestra s.

Ahora, P̂Aj
= µ̂Aj

= Âj es la probabilidad de que el individuo j tome el
valor 0 o 1 y estamos en condiciones, ahora, de estimar el total y la proporción
a nivel de dominio usando (4.182).



168CAPÍTULO 4. APORTACIONES A LA ESTIMACIÓN DE PROPORCIONES



Caṕıtulo 5

Estudio de simulación.
Aplicación a datos de dengue

5.1. Descripción del estudio de simulación

Descripción de la población simulada

Con el fin de comprobar el comportamiento real de los estimadores pro-
puestos se ha realizado un estudio completo de simulación. Centramos nuestro
estudio en una población simulada que denominamos PopSIM. La población
simulada de tamaño N = 30000 está dividida en 30 dominios (6 de tamaño
500, 6 de tamaño 750, 6 de tamaño 1000, 6 de tamaño 1250 y 6 de tamaño
1500) de forma que estos incluyan diversos escenarios en función de las propor-
ciones poblacionales y el coeficiente V de Cramer entre la variable de interés y
las variables auxiliares. En concreto, las poblaciones correspondientes a cada
dominio se generaron de forma que, xi ∼ B(N, p), yis ∼ B(N, p) son indepen-
dientes e yi = xiyis, donde p vaŕıa entre 10

41
y 39

41
. Ver tabla (5.1).

Descripción del proceso de simulación

El procedimiento a seguir para esta población será realizar 1000 iteraciones
del siguiente proceso:

Seleccionar una muestra aleatoria simple de tamaño 900.

Evaluar los estimadores propuestos aśı como el estimador directo para el
dominio de interés considerado y una estimación de su varianza.

Los resultados de las 1000 iteraciones nos permiten evaluar la eficiencia
relativa porcentual (RE) con respecto al estimador directo para el dominio,

169
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Tabla 5.1: Caracteŕısticas de la población simulada.
Población generada U , de tamaño N = 30000, con PA = 0,4882, PB = 0,6706
y φ = 0,68456. Tamaño Nd, proporción del atributo de interés PAd

, del atributo
auxiliar PBd

y coeficiente de Cramer φd entre atributos por dominio Ud

Ud Nd PAd
PBd

φd

U1 500 0.0400000 0.2340000 0.3693183

U2 500 0.0660000 0.2760000 0.4305398

U3 500 0.1040000 0.2980000 0.5229054

U4 500 0.0820000 0.3000000 0.4565349

U5 500 0.1120000 0.3620000 0.4714749

U6 500 0.1320000 0.3780000 0.5002377

U7 750 0.1720000 0.3826667 0.5788934

U8 750 0.1920000 0.4333333 0.5574395

U9 750 0.2000000 0.4546667 0.5475887

U10 750 0.1973333 0.4786667 0.5174564

U11 750 0.2373333 0.4733333 0.5884321

U12 750 0.2466667 0.5066667 0.5646388

U13 1000 0.2980000 0.5610000 0.5763555

U14 1000 0.3350000 0.5710000 0.6152083

U15 1000 0.3660000 0.5920000 0.6307614

U16 1000 0.3410000 0.5850000 0.6058716

U17 1000 0.4040000 0.6450000 0.6108040

U18 1000 0.4310000 0.6520000 0.6358407

U19 1250 0.4672000 0.6784000 0.6447397

U20 1250 0.4824000 0.6968000 0.6368205

U21 1250 0.5544000 0.7424000 0.6570418

U22 1250 0.5744000 0.7592000 0.6542693

U23 1250 0.5840000 0.7776000 0.6336494

U24 1250 0.6768000 0.8128000 0.6944733

U25 1500 0.6653333 0.8220000 0.6561264

U26 1500 0.7440000 0.8546667 0.7029925

U27 1500 0.7646667 0.8700000 0.6967972

U28 1500 0.8073333 0.8946667 0.7023853

U29 1500 0.8513333 0.9193333 0.7088487

U30 1500 0.8973333 0.9433333 0.7245918

definida como la razón entre los errores cuadráticos medios emṕıricos de los
estimadores directo y el estimador con el cual se compara y, el sesgo relativo
porcentual (RB) de cada uno de los estimadores evaluados, definido a partir
de la razón entre el sesgo promedio en la estimación de cada estimador y la
proporción estimada del atributo A en el dominio. Es decir,

RE = ecme (directo)/ecme (estimador)×100.

RB = se (estimador)/PAd
× 100.

Aśı, para cada simulación r, para cada dominio d y para cada estimador
E, se calcula:
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n
(r)
d , tamaño de muestra en el dominio,

Ê
(r)
d , estimación en el dominio de PA,

Ê
(r)
d − PA, sesgo en la estimación,

(Ê
(r)
d − PA)2, cuadrado del sesgo en la estimación,

V̂ (Ê
(r)
d ), estimación de la varianza del estimador.

Se repite el proceso anterior para r = 1, ..., R = 1000 y se promedian sobre
estas R repeticiones los cálculos anteriores, para definir, en cada dominio:

nd =
R∑

r=1

n
(r)
d /R, tamaño muestral medio,

Ed =
R∑

r=1

Ê
(r)
d /R, estimación media en el dominio de PA,

se =
R∑

r=1

(Ê
(r)
d − PA)/R, sesgo emṕırico en la estimación,

recme = (
R∑

r=1

(Ê
(r)
d −PA)2/R)1/2, ráız del error cuadrático medio emṕıri-

co, y

reve = (
∑R

r=1 V̂ (Ê
(r)
d )/R)1/2, ráız de la estimación de la varianza emṕıri-

ca.

En las tablas de resultados se han incluido el tamaño muestral medio, nd, la
estimación promedio, Ed, el sesgo emṕırico, se, la ráız del error cuadrático me-
dio emṕırico, recme y la ráız de la estimación de la varianza emṕırica, reve,
por dominio Ud. Además, también se incluyen los promedios en la población
completa y según el tamaño del dominio.
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El estimador directo

Resultados

La tabla 5.2 muestra los resultados para el estimador directo.

Tabla 5.2: Resultados de la simulación para el estimador directo, P̂A = pA.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.090 0.050 0.065 0.075

U2 500 15.728 0.104 0.038 0.065 0.079

U3 500 15.366 0.132 0.028 0.074 0.087

U4 500 15.449 0.113 0.031 0.066 0.082

U5 500 15.250 0.138 0.026 0.079 0.089

U6 500 15.157 0.152 0.020 0.081 0.092

U7 750 22.503 0.177 0.005 0.077 0.079

U8 750 22.146 0.191 -0.001 0.082 0.082

U9 750 22.511 0.202 0.002 0.081 0.083

U10 750 22.484 0.204 0.007 0.082 0.084

U11 750 22.187 0.240 0.002 0.088 0.089

U12 750 22.284 0.246 -0.001 0.090 0.090

U13 1000 29.771 0.294 -0.004 0.081 0.082

U14 1000 29.846 0.331 -0.004 0.085 0.085

U15 1000 30.055 0.368 0.002 0.090 0.086

U16 1000 29.854 0.338 -0.003 0.086 0.085

U17 1000 29.817 0.404 0.000 0.091 0.088

U18 1000 29.853 0.433 0.002 0.093 0.089

U19 1250 37.726 0.467 -0.001 0.079 0.080

U20 1250 37.180 0.481 -0.002 0.081 0.081

U21 1250 37.701 0.552 -0.002 0.080 0.080

U22 1250 37.294 0.570 -0.004 0.081 0.080

U23 1250 37.707 0.584 0.000 0.080 0.079

U24 1250 37.483 0.675 -0.002 0.077 0.075

U25 1500 44.443 0.664 -0.001 0.069 0.070

U26 1500 44.686 0.746 0.002 0.066 0.064

U27 1500 44.952 0.766 0.001 0.061 0.062

U28 1500 45.303 0.806 -0.001 0.060 0.058

U29 1500 44.985 0.850 -0.001 0.052 0.053

U30 1500 44.825 0.892 -0.005 0.044 0.046

Todos 30 0.407 0.006 0.076 0.079

Pequeño 15.401 0.121 0.032 0.072 0.084

Mediano 29.911 0.375 0.000 0.084 0.083

Grande 44.866 0.787 -0.001 0.059 0.059

Comentarios

El estimador directo de dominio pA (4.9) será considerado como el esti-
mador base, por lo que con respecto a él compararemos nuestros estimadores,
con objeto de obtener una medida de eficiencia. Como puede observarse en
los resultados de la tabla 5.2, el mayor sesgo emṕırico en valor absoluto es de
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0.05, es decir, es muy poco sesgado y con precisión moderada toda vez que
la mayor ráız cuadrada del error cuadrático medio emṕırico es 0.093 y la más
pequeña es 0.044. Como se indicó antes, las últimas cuatro filas promedian
sobre todos los dominios y según el tamaño del dominio, obteniendo que el
estimador directo tiene una mayor precisión para los dominios grandes con un
sesgo emṕırico promedio en valor absoluto de 0.001, aunque su sesgo es más
pequeño para dominios medianos y más sesgado para dominios pequeños. La
última columna corresponde a la aproximación de la varianza dada por (4.11),
cuyo mayor valor en los dominios es 0.092 y el menor 0.046, y se observa que
no tiene diferencias significativas con los valores de la ráız del error cuadráti-
co medio emṕırico. Observe que el menor valor de la varianza aproximada se
obtiene en dominios grandes, por lo que el estimador directo será apropiado
cuando el tamaño del dominio sea grande.
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5.2. Estimadores de razón

Resultados

Las tablas de esta sección muestran el comportamiento de los estimadores
de razón propuestos en la población simulada.

Tabla 5.3: Resultados de la simulación para el estimador de razón (ratio), P̂
(1)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.094 0.040 0.064 0.007

U2 500 15.728 0.115 0.033 0.069 0.011

U3 500 15.366 0.114 0.034 0.068 0.013

U4 500 15.449 0.122 0.026 0.066 0.013

U5 500 15.250 0.132 0.026 0.070 0.021

U6 500 15.157 0.162 0.020 0.076 0.024

U7 750 22.503 0.148 0.012 0.063 0.020

U8 750 22.146 0.177 0.003 0.067 0.028

U9 750 22.511 0.203 -0.001 0.068 0.031

U10 750 22.484 0.202 0.002 0.074 0.036

U11 750 22.187 0.277 0.001 0.077 0.035

U12 750 22.284 0.227 0.005 0.074 0.042

U13 1000 29.771 0.296 -0.001 0.070 0.046

U14 1000 29.846 0.286 -0.001 0.069 0.048

U15 1000 30.055 0.329 -0.002 0.073 0.051

U16 1000 29.854 0.357 0.000 0.073 0.051

U17 1000 29.817 0.396 0.000 0.070 0.064

U18 1000 29.853 0.433 0.002 0.070 0.064

U19 1250 37.726 0.459 0.000 0.065 0.062

U20 1250 37.180 0.491 -0.001 0.065 0.067

U21 1250 37.701 0.544 0.000 0.062 0.074

U22 1250 37.294 0.590 0.002 0.059 0.077

U23 1250 37.707 0.628 -0.001 0.061 0.082

U24 1250 37.483 0.636 0.001 0.059 0.079

U25 1500 44.443 0.683 -0.003 0.052 0.080

U26 1500 44.686 0.756 -0.001 0.047 0.073

U27 1500 44.952 0.771 0.001 0.045 0.074

U28 1500 45.303 0.824 0.001 0.040 0.073

U29 1500 44.985 0.867 0.001 0.036 0.070

U30 1500 44.825 0.903 0.000 0.031 0.061

Todos 30 0.407 0.007 0.063 0.061

Pequeño 15.401 0.123 0.030 0.069 0.014

Mediano 29.911 0.371 0.001 0.068 0.052

Grande 44.866 0.801 0.000 0.042 0.073



5.2. ESTIMADORES DE RAZÓN 175

Comentarios

De la tabla 5.3 se desprende que el estimador P̂
(1)
rAd

(4.13), que utiliza la
información auxiliar a nivel de dominio:

P̂
(1)
rAd

=
P̂Ad

P̂Bd

PBd

es muy poco sesgado (el mayor sesgo emṕırico en valor absoluto es 0.04) y
bastante preciso (la mayor ráız del error cuadrático medio emṕırico es 0.077).
La aproximación de la varianza dada en (4.16) es bastante precisa, aunque en
media refleja una ligera subestimación.

Las últimas filas de la tabla 5.3 promedian las anteriores medidas sobre
todos los dominios y sobre los dominios según su tamaño. El estimador P̂

(1)
rAd

da una precisión mayor para dominios grandes, aunque también es bueno para
dominios medianos y pequeños, siendo ligeramente más sesgado para estos.

De la tabla 5.4 se desprende que el estimador P̂
(2)
rAd

(4.18), que utiliza la
información auxiliar a nivel de población :

P̂
(2)
rAd

=
P̂Ad

P̂Bd

PB

es más sesgado (el mayor sesgo emṕırico en valor absoluto es 0.262) y menos
preciso (la mayor ráız del error cuadrático medio emṕırico es 0.268 y la menor
0.065). La aproximación de la varianza dada en (4.23) es poco precisa y la
subestima a la vista de la última columna. De las últimas filas de la tabla 5.4
se deduce que el estimador P̂

(2)
rAd

da una precisión mayor y un sesgo menor para
dominios de tamaño mediano.

De la tabla 5.5 se desprende que el estimador sintético P̂
(3)
rAd

(4.26):

P̂
(3)
rAd

= R̂PBd
=

P̂A

P̂B

PBd

tiene mayor precisión y menor sesgo para dominios medianos, se sitúa en pre-
cisión y sesgo entre los dos estimadores anteriores. La aproximación de la
varianza dada por (4.32), subestima la varianza del estimador.
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Tabla 5.4: Resultados de la simulación para el estimador razón (ratio1), P̂
(2)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.276 0.222 0.268 0.058

U2 500 15.728 0.238 0.156 0.200 0.068

U3 500 15.366 0.260 0.180 0.225 0.065

U4 500 15.449 0.248 0.152 0.196 0.069

U5 500 15.250 0.256 0.150 0.196 0.071

U6 500 15.157 0.284 0.142 0.191 0.076

U7 750 22.503 0.268 0.132 0.173 0.060

U8 750 22.146 0.283 0.109 0.153 0.065

U9 750 22.511 0.310 0.106 0.148 0.067

U10 750 22.484 0.277 0.077 0.127 0.070

U11 750 22.187 0.371 0.095 0.140 0.071

U12 750 22.284 0.322 0.099 0.144 0.069

U13 1000 29.771 0.370 0.073 0.114 0.065

U14 1000 29.846 0.355 0.068 0.110 0.065

U15 1000 30.055 0.375 0.044 0.094 0.067

U16 1000 29.854 0.403 0.046 0.094 0.067

U17 1000 29.817 0.426 0.030 0.081 0.068

U18 1000 29.853 0.447 0.016 0.074 0.068

U19 1250 37.726 0.454 -0.004 0.065 0.061

U20 1250 37.180 0.461 -0.032 0.069 0.063

U21 1250 37.701 0.492 -0.052 0.077 0.062

U22 1250 37.294 0.527 -0.060 0.080 0.057

U23 1250 37.707 0.523 -0.106 0.117 0.060

U24 1250 37.483 0.542 -0.092 0.105 0.056

U25 1500 44.443 0.558 -0.129 0.135 0.050

U26 1500 44.686 0.586 -0.171 0.175 0.046

U27 1500 44.952 0.588 -0.182 0.185 0.046

U28 1500 45.303 0.610 -0.214 0.216 0.041

U29 1500 44.985 0.625 -0.241 0.242 0.036

U30 1500 44.825 0.641 -0.262 0.263 0.030

Todos 30 0.412 0.012 0.149 0.061

Pequeño 15.401 0.260 0.167 0.213 0.068

Mediano 29.911 0.400 0.030 0.109 0.064

Grande 44.866 0.601 -0.200 0.203 0.041
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Tabla 5.5: Resultados de la simulación para el estimador de razón (ratio2), P̂
(3)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.166 0.112 0.112 0.099

U2 500 15.728 0.238 0.156 0.156 0.071

U3 500 15.366 0.214 0.134 0.134 0.061

U4 500 15.449 0.241 0.145 0.145 0.060

U5 500 15.250 0.254 0.148 0.148 0.041

U6 500 15.157 0.280 0.138 0.138 0.038

U7 750 22.503 0.270 0.134 0.134 0.037

U8 750 22.146 0.306 0.133 0.133 0.029

U9 750 22.511 0.321 0.117 0.117 0.026

U10 750 22.484 0.359 0.159 0.159 0.024

U11 750 22.187 0.365 0.089 0.090 0.024

U12 750 22.284 0.346 0.123 0.124 0.021

U13 1000 29.771 0.392 0.095 0.096 0.017

U14 1000 29.846 0.394 0.107 0.108 0.017

U15 1000 30.055 0.430 0.099 0.100 0.015

U16 1000 29.854 0.434 0.077 0.077 0.016

U17 1000 29.817 0.456 0.060 0.061 0.013

U18 1000 29.853 0.474 0.043 0.045 0.013

U19 1250 37.726 0.495 0.037 0.039 0.012

U20 1250 37.180 0.522 0.030 0.032 0.011

U21 1250 37.701 0.542 -0.002 0.013 0.010

U22 1250 37.294 0.548 -0.039 0.041 0.009

U23 1250 37.707 0.588 -0.041 0.043 0.009

U24 1250 37.483 0.574 -0.060 0.062 0.008

U25 1500 44.443 0.600 -0.087 0.088 0.008

U26 1500 44.686 0.632 -0.125 0.126 0.007

U27 1500 44.952 0.643 -0.127 0.128 0.007

U28 1500 45.303 0.662 -0.161 0.162 0.007

U29 1500 44.985 0.679 -0.187 0.188 0.006

U30 1500 44.825 0.690 -0.213 0.214 0.006

Todos 30 0.437 0.036 0.107 0.012

Pequeño 15.401 0.232 0.139 0.139 0.057

Mediano 29.911 0.434 0.065 0.082 0.015

Grande 44.866 0.651 -0.150 0.151 0.007
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5.3. Estimadores de regresión

Resultados

El comportamiento de los estimadores de regresión propuestos en la pobla-
ción simulada se muestran en las tablas de esta sección.

Tabla 5.6: Resultados de la simulación para el estimador de regresión, P̂
(1)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.064 0.010 0.093 0.058

U2 500 15.728 0.093 0.011 0.109 0.068

U3 500 15.366 0.088 0.008 0.108 0.065

U4 500 15.449 0.104 0.008 0.104 0.069

U5 500 15.250 0.113 0.007 0.109 0.071

U6 500 15.157 0.150 0.008 0.107 0.076

U7 750 22.503 0.142 0.006 0.092 0.060

U8 750 22.146 0.172 -0.002 0.095 0.065

U9 750 22.511 0.202 -0.002 0.086 0.067

U10 750 22.484 0.198 -0.002 0.095 0.070

U11 750 22.187 0.276 0.000 0.090 0.071

U12 750 22.284 0.229 0.007 0.091 0.069

U13 1000 29.771 0.292 -0.005 0.084 0.065

U14 1000 29.846 0.288 0.001 0.082 0.065

U15 1000 30.055 0.331 0.000 0.086 0.067

U16 1000 29.854 0.359 0.002 0.082 0.067

U17 1000 29.817 0.395 -0.001 0.081 0.068

U18 1000 29.853 0.433 0.002 0.081 0.068

U19 1250 37.726 0.460 0.001 0.070 0.061

U20 1250 37.180 0.491 -0.002 0.072 0.063

U21 1250 37.701 0.543 -0.001 0.067 0.062

U22 1250 37.294 0.588 0.001 0.062 0.057

U23 1250 37.707 0.629 0.000 0.063 0.060

U24 1250 37.483 0.635 0.000 0.063 0.056

U25 1500 44.443 0.683 -0.004 0.054 0.050

U26 1500 44.686 0.756 -0.001 0.049 0.046

U27 1500 44.952 0.772 0.002 0.047 0.046

U28 1500 45.303 0.824 0.000 0.043 0.041

U29 1500 44.985 0.871 0.005 0.038 0.036

U30 1500 44.825 0.899 -0.004 0.033 0.030

Todos 30 0.403 0.002 0.078 0.060

Pequeño 15.401 0.102 0.009 0.105 0.068

Mediano 29.911 0.370 0.000 0.080 0.064

Grande 44.866 0.801 0.000 0.044 0.041
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Comentarios

De la tabla 5.6 se observa que el estimador de regresión P̂
(1)
regAd

(4.96), con
información auxiliar de dominio,

P̂
(1)
regAd

= P̂Ad
+ b̂opt(PBd

− P̂Bd
),

es poco sesgado y preciso. Tiene como mayor sesgo emṕırico promedio 0.011
y una precisión (RECME) que vaŕıa entre los valores 0.033 y 0.109. El es-
timador da una precisión mayor para dominios grandes, aunque la precisión
para dominios medianos y pequeños puede considerarse buena, con sesgos cer-
canos a cero. La varianza aproximada obtenida a partir de (4.98) refleja una
subestimación de la varianza del estimador.

El estimador de regresión (4.100), con información auxiliar a nivel de po-
blación, según se desprende de la tabla 5.7

P̂
(2)
regAd

= P̂Ad
+ b̂opt(PB − P̂Bd

),

es sesgado y menos preciso que P̂
(1)
regAd

, toda vez que su sesgo emṕırico pro-
medio toma como valor mayor 0.424 y valor menor 0.05, lo cual conduce a
valores grandes de la ráız cuadrada del error cuadrático medio emṕırico que
vaŕıan entre 0.07 y 0.449. La varianza aproximada calculada a partir de (4.98)
subestima la varianza del estimador. Respecto a los tamaños de dominio, este
estimador tiene una mayor precisión para dominios de tamaño mediano, como
se comprueba al observar el valor de la ráız del error cuadrático medio emṕırico
(0.153) y el sesgo emṕırico promedio(0.071).

Como puede observarse en la tabla 5.8, el estimador de regresión sintético
(4.108),

P̂
(3)
regAd

= P̂A + b̂opt(PBd
− P̂B),

es un poco sesgado, debido a que los valores absolutos de su sesgo emṕırico
vaŕıan entre 0.002 y 0.214, lo cual permite situarlo entre los dos estimadores de
regresión anteriores, lo que se confirma al observar la RECME. Si consideramos
el tamaño de dominio se observa mayor precisión en los dominios de tamaño
mediano y aunque la precisión para los dominios de tamaño pequeño es inferior
a la de los dominios medianos, ésta es superior a la precisión de los dominios
grandes. La varianza aproximada a partir de (4.110) subestima la varianza del
estimador y es constante para todos los dominios.
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Tabla 5.7: Resultados de la simulación para el estimador de (regresión1), P̂
(2)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.478 0.424 0.449 0.058

U2 500 15.728 0.415 0.333 0.363 0.068

U3 500 15.366 0.440 0.360 0.389 0.065

U4 500 15.449 0.422 0.326 0.356 0.069

U5 500 15.250 0.415 0.309 0.339 0.071

U6 500 15.157 0.419 0.277 0.307 0.076

U7 750 22.503 0.422 0.286 0.312 0.060

U8 750 22.146 0.407 0.233 0.261 0.065

U9 750 22.511 0.418 0.214 0.239 0.067

U10 750 22.484 0.366 0.166 0.199 0.070

U11 750 22.187 0.435 0.159 0.190 0.071

U12 750 22.284 0.413 0.190 0.220 0.069

U13 1000 29.771 0.417 0.120 0.151 0.065

U14 1000 29.846 0.410 0.123 0.152 0.065

U15 1000 30.055 0.408 0.077 0.119 0.067

U16 1000 29.854 0.431 0.074 0.112 0.067

U17 1000 29.817 0.438 0.042 0.093 0.068

U18 1000 29.853 0.453 0.022 0.084 0.068

U19 1250 37.726 0.453 -0.005 0.070 0.061

U20 1250 37.180 0.449 -0.044 0.084 0.063

U21 1250 37.701 0.476 -0.068 0.097 0.062

U22 1250 37.294 0.514 -0.073 0.099 0.057

U23 1250 37.707 0.503 -0.125 0.145 0.060

U24 1250 37.483 0.527 -0.107 0.128 0.056

U25 1500 44.443 0.543 -0.144 0.159 0.050

U26 1500 44.686 0.575 -0.182 0.197 0.046

U27 1500 44.952 0.577 -0.193 0.208 0.046

U28 1500 45.303 0.604 -0.220 0.234 0.041

U29 1500 44.985 0.629 -0.237 0.245 0.036

U30 1500 44.825 0.644 -0.259 0.278 0.030

Todos 30 0.470 0.069 0.209 0.060

Pequeño 15.401 0.432 0.338 0.367 0.068

Mediano 29.911 0.441 0.071 0.153 0.064

Grande 44.866 0.595 -0.206 0.220 0.041
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Tabla 5.8: Resultados de la simulación para el estimador de (Regresión2), P̂
(3)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.166 0.112 0.112 0.012

U2 500 15.728 0.238 0.156 0.156 0.012

U3 500 15.366 0.214 0.134 0.134 0.012

U4 500 15.449 0.241 0.145 0.145 0.012

U5 500 15.250 0.254 0.148 0.148 0.012

U6 500 15.157 0.280 0.138 0.138 0.012

U7 750 22.503 0.270 0.134 0.134 0.012

U8 750 22.146 0.306 0.133 0.133 0.012

U9 750 22.511 0.321 0.117 0.117 0.012

U10 750 22.484 0.359 0.159 0.159 0.012

U11 750 22.187 0.365 0.089 0.090 0.012

U12 750 22.284 0.346 0.123 0.124 0.012

U13 1000 29.771 0.392 0.095 0.096 0.012

U14 1000 29.846 0.394 0.107 0.108 0.012

U15 1000 30.055 0.430 0.099 0.100 0.012

U16 1000 29.854 0.434 0.077 0.077 0.012

U17 1000 29.817 0.456 0.060 0.061 0.012

U18 1000 29.853 0.474 0.043 0.045 0.012

U19 1250 37.726 0.495 0.037 0.039 0.012

U20 1250 37.180 0.522 0.030 0.032 0.012

U21 1250 37.701 0.542 -0.002 0.013 0.012

U22 1250 37.294 0.548 -0.039 0.041 0.012

U23 1250 37.707 0.588 -0.041 0.043 0.012

U24 1250 37.483 0.574 -0.060 0.062 0.012

U25 1500 44.443 0.600 -0.087 0.088 0.012

U26 1500 44.686 0.632 -0.125 0.126 0.012

U27 1500 44.952 0.643 -0.127 0.128 0.012

U28 1500 45.303 0.662 -0.161 0.162 0.012

U29 1500 44.985 0.679 -0.187 0.188 0.012

U30 1500 44.825 0.690 -0.213 0.214 0.012

Todos 30 0.437 0.036 0.107 0.012

Pequeño 15.401 0.232 0.139 0.139 0.012

Mediano 29.911 0.434 0.065 0.082 0.012

Grande 44.866 0.651 -0.150 0.151 0.012
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5.4. Estimadores de diferencia

Resultados

Las tablas de esta sección muestran el comportamiento de los estimadores
de diferencia propuestos en la población simulada.

Tabla 5.9: Resultados de la simulación para el estimador de diferencia, P̂
(1)
difAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.062 0.008 0.095 0.092

U2 500 15.728 0.092 0.010 0.110 0.106

U3 500 15.366 0.087 0.007 0.109 0.101

U4 500 15.449 0.101 0.005 0.107 0.105

U5 500 15.250 0.112 0.006 0.111 0.106

U6 500 15.157 0.149 0.007 0.108 0.107

U7 750 22.503 0.142 0.006 0.092 0.087

U8 750 22.146 0.170 -0.004 0.094 0.090

U9 750 22.511 0.204 0.000 0.085 0.088

U10 750 22.484 0.198 -0.002 0.096 0.094

U11 750 22.187 0.275 -0.001 0.089 0.086

U12 750 22.284 0.230 0.007 0.092 0.089

U13 1000 29.771 0.294 -0.003 0.084 0.077

U14 1000 29.846 0.287 0.000 0.081 0.078

U15 1000 30.055 0.330 -0.001 0.083 0.079

U16 1000 29.854 0.359 0.002 0.079 0.077

U17 1000 29.817 0.395 -0.001 0.077 0.076

U18 1000 29.853 0.432 0.001 0.077 0.074

U19 1250 37.726 0.460 0.002 0.069 0.066

U20 1250 37.180 0.491 -0.001 0.070 0.067

U21 1250 37.701 0.543 -0.001 0.066 0.065

U22 1250 37.294 0.589 0.002 0.060 0.060

U23 1250 37.707 0.629 0.000 0.060 0.062

U24 1250 37.483 0.636 0.001 0.061 0.058

U25 1500 44.443 0.683 -0.003 0.053 0.051

U26 1500 44.686 0.756 0.000 0.047 0.046

U27 1500 44.952 0.772 0.002 0.046 0.046

U28 1500 45.303 0.824 0.001 0.041 0.041

U29 1500 44.985 0.867 0.001 0.036 0.036

U30 1500 44.825 0.903 0.000 0.031 0.030

Todos 30 0.402 0.002 0.077 0.075

Pequeño 15.401 0.100 0.007 0.107 0.103

Mediano 29.911 0.370 0.001 0.079 0.076

Grande 44.866 0.801 0.000 0.042 0.042
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Comentarios

La tabla 5.9 evidencia que el estimador de diferencia P̂
(1)
difAd

(4.101) con
información auxiliar a nivel de dominio

P̂
(1)
difAd

= P̂Ad
+ (PBd

− P̂Bd
),

es poco sesgado, toda vez que el mayor valor del sesgo absoluto emṕırico es
0.01, con precisión moderada con valor mayor de la RECME 0.111 y valor
menor 0.031. Este estimador es más preciso para dominios grandes, aunque
también es algo preciso para dominios medianos y pequeños, cuyos sesgos son
cercanos a cero. La varianza aproximada por la fórmula (4.105) es bastante
precisa, aunque se aprecia una ligera subestimación.

De la tabla 5.10 se desprende que el estimador de diferencia P̂
(2)
difAd

(4.102),
con información auxiliar a nivel de población,

P̂
(2)
difAd

= P̂Ad
+ (PB − P̂Bd

),

es bastante sesgado, con un mayor valor del sesgo absoluto emṕırico de 0.453 y
menor de 0.005, y bastante impreciso puesto que la RECME toma valores que
vaŕıan entre 0.069 y 0.462. Aun siendo impreciso, se observa mayor precisión
en dominios medianos y la varianza aproximada a partir de la fórmula (4.105),
subestima la varianza del estimador.

Los resultados de la tabla 5.11 indican que el estimador de diferencia sintéti-
co (4.103)

P̂
(3)
difAd

= P̂A + (PBd
− P̂B),

es sesgado, su sesgo absoluto emṕırico toma valores, en su mayoŕıa menores que
los del estimador P̂

(1)
difAd

, entre 0.004 y 0.139, con precisión entre 0.014 y 0.14.
Tiene un mejor comportamiento para los dominios pequeños, aunque también
tiene buen comportamiento en los dominios medianos y grandes, situándose en
precisión ligeramente por abajo del estimador P̂

(1)
difAd

. La varianza aproximada
mediante la fórmula (4.107), es adecuada, sobre todo en dominios medianos.
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Tabla 5.10: Resultados de la simulación para el estimador de (diferencia1), P̂
(2)
difAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.507 0.453 0.462 0.092

U2 500 15.728 0.438 0.356 0.373 0.106

U3 500 15.366 0.465 0.385 0.400 0.101

U4 500 15.449 0.443 0.347 0.363 0.105

U5 500 15.250 0.436 0.330 0.348 0.106

U6 500 15.157 0.437 0.295 0.314 0.107

U7 750 22.503 0.444 0.308 0.321 0.087

U8 750 22.146 0.422 0.249 0.266 0.090

U9 750 22.511 0.436 0.232 0.247 0.088

U10 750 22.484 0.378 0.178 0.203 0.094

U11 750 22.187 0.446 0.170 0.192 0.086

U12 750 22.284 0.428 0.205 0.225 0.089

U13 1000 29.771 0.429 0.132 0.156 0.077

U14 1000 29.846 0.419 0.132 0.155 0.078

U15 1000 30.055 0.412 0.081 0.116 0.079

U16 1000 29.854 0.436 0.079 0.112 0.077

U17 1000 29.817 0.442 0.046 0.090 0.076

U18 1000 29.853 0.454 0.023 0.080 0.074

U19 1250 37.726 0.453 -0.005 0.069 0.066

U20 1250 37.180 0.447 -0.046 0.084 0.067

U21 1250 37.701 0.471 -0.073 0.098 0.065

U22 1250 37.294 0.509 -0.078 0.098 0.060

U23 1250 37.707 0.494 -0.135 0.147 0.062

U24 1250 37.483 0.520 -0.114 0.129 0.058

U25 1500 44.443 0.532 -0.154 0.163 0.051

U26 1500 44.686 0.561 -0.195 0.201 0.046

U27 1500 44.952 0.562 -0.208 0.213 0.046

U28 1500 45.303 0.588 -0.236 0.239 0.041

U29 1500 44.985 0.607 -0.259 0.261 0.036

U30 1500 44.825 0.629 -0.275 0.276 0.030

Todos 30 0.475 0.074 0.213 0.075

Pequeño 15.401 0.454 0.361 0.377 0.103

Mediano 29.911 0.447 0.077 0.155 0.076

Grande 44.866 0.580 -0.221 0.226 0.042
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Tabla 5.11: Resultados de la simulación para el estimador de (diferencia2), P̂
(3)
difAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.046 -0.008 0.015 0.057

U2 500 15.728 0.144 0.062 0.063 0.057

U3 500 15.366 0.112 0.032 0.034 0.057

U4 500 15.449 0.148 0.052 0.053 0.057

U5 500 15.250 0.166 0.060 0.061 0.057

U6 500 15.157 0.202 0.060 0.061 0.057

U7 750 22.503 0.188 0.052 0.054 0.057

U8 750 22.146 0.238 0.064 0.066 0.057

U9 750 22.511 0.258 0.054 0.055 0.057

U10 750 22.484 0.310 0.110 0.110 0.057

U11 750 22.187 0.319 0.043 0.045 0.057

U12 750 22.284 0.292 0.070 0.071 0.057

U13 1000 29.771 0.356 0.059 0.060 0.057

U14 1000 29.846 0.359 0.072 0.073 0.057

U15 1000 30.055 0.408 0.077 0.078 0.057

U16 1000 29.854 0.413 0.056 0.057 0.057

U17 1000 29.817 0.444 0.048 0.049 0.057

U18 1000 29.853 0.469 0.038 0.040 0.057

U19 1250 37.726 0.497 0.038 0.041 0.057

U20 1250 37.180 0.534 0.042 0.044 0.057

U21 1250 37.701 0.562 0.018 0.022 0.057

U22 1250 37.294 0.570 -0.018 0.022 0.057

U23 1250 37.707 0.625 -0.004 0.014 0.057

U24 1250 37.483 0.606 -0.029 0.032 0.057

U25 1500 44.443 0.641 -0.046 0.047 0.057

U26 1500 44.686 0.685 -0.072 0.073 0.057

U27 1500 44.952 0.700 -0.070 0.072 0.057

U28 1500 45.303 0.726 -0.097 0.098 0.057

U29 1500 44.985 0.750 -0.116 0.117 0.057

U30 1500 44.825 0.764 -0.139 0.140 0.057

Todos 30 0.418 0.017 0.059 0.057

Pequeño 15.401 0.136 0.043 0.048 0.057

Mediano 29.911 0.414 0.044 0.052 0.057

Grande 44.866 0.711 -0.090 0.091 0.057
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5.5. Estimadores combinados de razón

Resultados

Las tablas de esta sección muestran el comportamiento de los estimadores
combinados de razón propuestos en la población simulada.

Tabla 5.12: Resultados de la simulación para el estimador combinado (cra1), P̂
(c1)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.098 0.044 0.066 0.007

U2 500 15.728 0.118 0.036 0.070 0.009

U3 500 15.366 0.117 0.037 0.069 0.011

U4 500 15.449 0.125 0.029 0.068 0.011

U5 500 15.250 0.135 0.029 0.072 0.017

U6 500 15.157 0.165 0.023 0.079 0.019

U7 750 22.503 0.149 0.013 0.064 0.016

U8 750 22.146 0.179 0.005 0.069 0.021

U9 750 22.511 0.204 0.000 0.071 0.023

U10 750 22.484 0.204 0.004 0.076 0.025

U11 750 22.187 0.279 0.003 0.080 0.025

U12 750 22.284 0.227 0.005 0.076 0.028

U13 1000 29.771 0.298 0.001 0.071 0.030

U14 1000 29.846 0.286 -0.001 0.071 0.031

U15 1000 30.055 0.330 -0.001 0.076 0.032

U16 1000 29.854 0.357 0.000 0.077 0.032

U17 1000 29.817 0.398 0.002 0.073 0.037

U18 1000 29.853 0.434 0.003 0.073 0.037

U19 1250 37.726 0.459 0.000 0.068 0.035

U20 1250 37.180 0.492 0.000 0.067 0.037

U21 1250 37.701 0.546 0.002 0.065 0.038

U22 1250 37.294 0.592 0.005 0.063 0.039

U23 1250 37.707 0.629 0.000 0.065 0.040

U24 1250 37.483 0.637 0.003 0.062 0.039

U25 1500 44.443 0.685 -0.002 0.054 0.037

U26 1500 44.686 0.757 0.000 0.050 0.034

U27 1500 44.952 0.773 0.003 0.048 0.034

U28 1500 45.303 0.825 0.002 0.043 0.032

U29 1500 44.985 0.867 0.001 0.038 0.030

U30 1500 44.825 0.903 -0.001 0.032 0.026

Todos 30 0.409 0.008 0.065 0.034

Pequeño 15.401 0.126 0.033 0.071 0.012

Mediano 29.911 0.372 0.002 0.070 0.032

Grande 44.866 0.802 0.001 0.044 0.033
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Comentarios

De la tabla 5.12 se observa que el estimador combinado de razón (4.50), a
partir de los estimadores directo y de razón con información auxiliar a nivel
de dominio,

P̂
(c1)
rAd

= α̂opP̂Ad
+ (1− α̂)optP̂

(1)
rAd

,

es muy poco sesgado, toda vez que el valor mayor del sesgo emṕırico absoluto
es 0.044 y el menor 0.001 y bastante preciso, ya que el mayor valor de la
RECME es 0.08 y el menor es 0.032. La precisión de este estimador es mejor
para dominios grandes aunque también tiene una precisión buena para los
dominios mediano y pequeño, con sesgo emṕırico también pequeño. La varianza
aproximada a partir de la ecuación (4.52), subestima la varianza del estimador.

El estimador combinado de razón (4.54), a partir de los estimadores directo
y de razón con información auxiliar a nivel de población,

P̂
(c2)
rAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(2)
rAd

,

es sesgado y tiene como mayor sesgo emṕırico 0.191 y menor 0.003, como
se observa en la tabla 5.13. La precisión de este estimador es mejor para los
dominios medianos debido a que el valor de la RECME es 0.094, menor que los
asociados a los dominios grandes y pequeños, y su sesgo es de apenas 0.02. La
varianza aproximada dada por (4.56) hace evidente una severa subestimación
de la varianza del estimador para dominios pequeños y medianos.

El estimador combinado (4.58), a partir de los estimadores directo y de
razón sintético,

P̂
(c3)
rAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(3)
rAd

,

es sesgado y tiene como mayor valor absoluto del sesgo emṕırico 0.195 y valor
menor 0.002, según se desprende de la tabla 5.14. Tiene menor sesgo para
los dominios medianos y aproximadamente igual para los dominios grandes y
pequeños. Observemos que la precisión del estimador medida a partir de la
RECME es mejor para los dominios medianos, con una varianza aproximada
a partir de la expresión (4.60), que subestima la varianza del estimador para
cualquier tamaño de dominio.

De la tabla 5.15 se desprende que el estimador combinado (4.62), a partir
de los estimadores de razón con información auxiliar de dominio y de razón
sintético,

P̂
(c4)
rAd

= α̂optP̂
(1)
rAd

+ (1− α̂opt)P̂
(3)
rAd

,

es un poco sesgado, toda vez que el mayor valor del sesgo emṕırico absoluto
es 0.153 y el menor es 0.001. Es poco sesgado para los dominios medianos y
se observa una precisión similar en los dominios grandes y pequeños, aunque
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el sesgo para dominios pequeños es mayor. La varianza aproximada calcula-
da a partir de (4.64) evidencia una severa subestimación de la varianza del
estimador para cualquier tamaño de dominio.

El estimador combinado (4.66), de los estimadores de razón con información
auxiliar a nivel de población y de razón sintético,

P̂
(c5)
rAd

= α̂optP̂
(2)
rAd

+ (1− α̂opt)P̂
(3)
rAd

,

es sesgado y tiene un mayor sesgo emṕırico absoluto que los combinados de
razón anteriores y menor precisión. Como se observa en la tabla 5.16, el mayor
sesgo absoluto emṕırico es 0.222 y el menor es 0.003. Su precisión vaŕıa entre
0.014 y 0.223, por lo que es algo impreciso. Tiene una mayor precisión para
dominios medianos y la varianza aproximada por la fórmula (4.68) evidencia
subestimación de la varianza del estimador.
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Tabla 5.13: Resultados de la simulación para el estimador combinado (cra2),P̂ (c2)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.224 0.170 0.227 0.045

U2 500 15.728 0.195 0.113 0.164 0.052

U3 500 15.366 0.213 0.133 0.186 0.050

U4 500 15.449 0.204 0.108 0.158 0.053

U5 500 15.250 0.214 0.108 0.161 0.054

U6 500 15.157 0.243 0.101 0.159 0.058

U7 750 22.503 0.224 0.088 0.135 0.046

U8 750 22.146 0.244 0.071 0.123 0.050

U9 750 22.511 0.270 0.066 0.120 0.052

U10 750 22.484 0.248 0.048 0.107 0.053

U11 750 22.187 0.340 0.064 0.121 0.056

U12 750 22.284 0.286 0.064 0.119 0.054

U13 1000 29.771 0.344 0.047 0.097 0.051

U14 1000 29.846 0.329 0.042 0.094 0.050

U15 1000 30.055 0.358 0.027 0.088 0.052

U16 1000 29.854 0.386 0.029 0.089 0.053

U17 1000 29.817 0.417 0.021 0.080 0.053

U18 1000 29.853 0.443 0.012 0.076 0.053

U19 1250 37.726 0.456 -0.003 0.067 0.048

U20 1250 37.180 0.473 -0.020 0.067 0.049

U21 1250 37.701 0.512 -0.032 0.067 0.049

U22 1250 37.294 0.550 -0.037 0.067 0.046

U23 1250 37.707 0.561 -0.067 0.087 0.047

U24 1250 37.483 0.575 -0.060 0.079 0.045

U25 1500 44.443 0.601 -0.085 0.096 0.040

U26 1500 44.686 0.643 -0.114 0.120 0.037

U27 1500 44.952 0.652 -0.118 0.124 0.036

U28 1500 45.303 0.681 -0.142 0.145 0.032

U29 1500 44.985 0.701 -0.165 0.167 0.029

U30 1500 44.825 0.712 -0.191 0.194 0.024

Todos 30 0.410 0.009 0.120 0.047

Pequeño 15.401 0.215 0.122 0.176 0.052

Mediano 29.911 0.390 0.020 0.094 0.050

Grande 44.866 0.665 -0.136 0.141 0.033
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Tabla 5.14: Resultados de la simulación para el estimador combinado (cra3), P̂
(c3)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.163 0.109 0.109 0.043

U2 500 15.728 0.233 0.151 0.151 0.037

U3 500 15.366 0.211 0.131 0.131 0.036

U4 500 15.449 0.236 0.140 0.141 0.035

U5 500 15.250 0.250 0.144 0.144 0.028

U6 500 15.157 0.277 0.135 0.135 0.027

U7 750 22.503 0.265 0.129 0.129 0.025

U8 750 22.146 0.302 0.128 0.129 0.021

U9 750 22.511 0.317 0.113 0.113 0.020

U10 750 22.484 0.354 0.154 0.154 0.018

U11 750 22.187 0.363 0.087 0.088 0.019

U12 750 22.284 0.342 0.120 0.120 0.017

U13 1000 29.771 0.389 0.092 0.093 0.014

U14 1000 29.846 0.391 0.104 0.105 0.014

U15 1000 30.055 0.427 0.096 0.097 0.013

U16 1000 29.854 0.432 0.075 0.075 0.013

U17 1000 29.817 0.455 0.059 0.060 0.011

U18 1000 29.853 0.473 0.042 0.044 0.011

U19 1250 37.726 0.494 0.036 0.038 0.010

U20 1250 37.180 0.522 0.029 0.032 0.010

U21 1250 37.701 0.542 -0.002 0.013 0.009

U22 1250 37.294 0.549 -0.038 0.040 0.008

U23 1250 37.707 0.589 -0.039 0.042 0.008

U24 1250 37.483 0.576 -0.058 0.060 0.007

U25 1500 44.443 0.603 -0.084 0.085 0.007

U26 1500 44.686 0.637 -0.119 0.120 0.007

U27 1500 44.952 0.649 -0.121 0.123 0.006

U28 1500 45.303 0.671 -0.152 0.153 0.006

U29 1500 44.985 0.692 -0.174 0.175 0.006

U30 1500 44.825 0.709 -0.195 0.196 0.005

Todos 30 0.437 0.036 0.103 0.010

Pequeño 15.401 0.228 0.135 0.135 0.034

Mediano 29.911 0.432 0.063 0.080 0.013

Grande 44.866 0.660 -0.141 0.142 0.006
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Tabla 5.15: Resultados de la simulación para el estimador combinado (cra4), P̂
(c4)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.167 0.113 0.114 0.007

U2 500 15.728 0.235 0.153 0.154 0.009

U3 500 15.366 0.213 0.133 0.134 0.011

U4 500 15.449 0.238 0.142 0.142 0.011

U5 500 15.250 0.251 0.145 0.146 0.014

U6 500 15.157 0.278 0.136 0.138 0.014

U7 750 22.503 0.264 0.128 0.129 0.013

U8 750 22.146 0.301 0.128 0.128 0.014

U9 750 22.511 0.316 0.112 0.113 0.014

U10 750 22.484 0.353 0.153 0.153 0.014

U11 750 22.187 0.364 0.088 0.089 0.014

U12 750 22.284 0.342 0.119 0.120 0.014

U13 1000 29.771 0.389 0.092 0.092 0.013

U14 1000 29.846 0.390 0.103 0.104 0.012

U15 1000 30.055 0.427 0.096 0.096 0.012

U16 1000 29.854 0.431 0.074 0.075 0.012

U17 1000 29.817 0.455 0.059 0.061 0.011

U18 1000 29.853 0.475 0.044 0.048 0.011

U19 1250 37.726 0.494 0.036 0.038 0.010

U20 1250 37.180 0.522 0.029 0.032 0.010

U21 1250 37.701 0.543 -0.001 0.015 0.009

U22 1250 37.294 0.552 -0.036 0.040 0.008

U23 1250 37.707 0.591 -0.037 0.042 0.008

U24 1250 37.483 0.580 -0.054 0.059 0.007

U25 1500 44.443 0.607 -0.080 0.082 0.007

U26 1500 44.686 0.645 -0.112 0.115 0.007

U27 1500 44.952 0.656 -0.114 0.117 0.007

U28 1500 45.303 0.685 -0.138 0.144 0.006

U29 1500 44.985 0.716 -0.150 0.160 0.006

U30 1500 44.825 0.756 -0.148 0.169 0.006

Todos 30 0.441 0.040 0.102 0.010

Pequeño 15.401 0.230 0.137 0.138 0.011

Mediano 29.911 0.433 0.063 0.080 0.012

Grande 44.866 0.677 -0.124 0.131 0.006
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Tabla 5.16: Resultados de la simulación para el estimador combinado (cra5), P̂
(c5)
rAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.207 0.153 0.202 0.037

U2 500 15.728 0.249 0.167 0.182 0.033

U3 500 15.366 0.234 0.154 0.179 0.032

U4 500 15.449 0.249 0.153 0.166 0.031

U5 500 15.250 0.264 0.158 0.171 0.026

U6 500 15.157 0.289 0.147 0.159 0.025

U7 750 22.503 0.272 0.136 0.140 0.023

U8 750 22.146 0.307 0.133 0.136 0.020

U9 750 22.511 0.321 0.117 0.118 0.019

U10 750 22.484 0.356 0.156 0.157 0.018

U11 750 22.187 0.369 0.093 0.098 0.018

U12 750 22.284 0.345 0.123 0.123 0.016

U13 1000 29.771 0.392 0.095 0.095 0.014

U14 1000 29.846 0.393 0.106 0.107 0.013

U15 1000 30.055 0.428 0.097 0.098 0.012

U16 1000 29.854 0.433 0.076 0.077 0.013

U17 1000 29.817 0.456 0.060 0.062 0.011

U18 1000 29.853 0.475 0.044 0.049 0.011

U19 1250 37.726 0.494 0.035 0.037 0.010

U20 1250 37.180 0.521 0.028 0.031 0.009

U21 1250 37.701 0.541 -0.003 0.014 0.008

U22 1250 37.294 0.548 -0.039 0.042 0.008

U23 1250 37.707 0.586 -0.043 0.045 0.008

U24 1250 37.483 0.574 -0.060 0.063 0.007

U25 1500 44.443 0.598 -0.089 0.090 0.007

U26 1500 44.686 0.630 -0.127 0.128 0.006

U27 1500 44.952 0.640 -0.130 0.131 0.006

U28 1500 45.303 0.658 -0.165 0.166 0.006

U29 1500 44.985 0.673 -0.193 0.193 0.005

U30 1500 44.825 0.681 -0.222 0.223 0.005

Todos 30 0.439 0.039 0.116 0.010

Pequeño 15.401 0.249 0.155 0.176 0.031

Mediano 29.911 0.434 0.064 0.083 0.012

Grande 44.866 0.647 -0.154 0.155 0.006
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5.6. Estimadores combinados de regresión

Resultados

Las tablas de esta sección muestran el comportamiento de los estimadores
de regresión combinados propuestos en la población simulada.

Tabla 5.17: Resultados de la simulación para el estimador combinado (crega1),
P̂

(c1)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.082 0.028 0.070 0.045

U2 500 15.728 0.107 0.025 0.080 0.052

U3 500 15.366 0.104 0.024 0.078 0.050

U4 500 15.449 0.116 0.020 0.076 0.053

U5 500 15.250 0.126 0.020 0.080 0.054

U6 500 15.157 0.159 0.017 0.083 0.058

U7 750 22.503 0.146 0.010 0.069 0.046

U8 750 22.146 0.177 0.003 0.074 0.050

U9 750 22.511 0.204 0.000 0.070 0.052

U10 750 22.484 0.202 0.002 0.077 0.053

U11 750 22.187 0.279 0.003 0.079 0.056

U12 750 22.284 0.229 0.006 0.074 0.054

U13 1000 29.771 0.296 -0.001 0.072 0.051

U14 1000 29.846 0.288 0.001 0.070 0.050

U15 1000 30.055 0.332 0.001 0.075 0.052

U16 1000 29.854 0.359 0.002 0.074 0.053

U17 1000 29.817 0.398 0.002 0.073 0.053

U18 1000 29.853 0.435 0.004 0.074 0.053

U19 1250 37.726 0.460 0.001 0.066 0.048

U20 1250 37.180 0.492 -0.001 0.067 0.049

U21 1250 37.701 0.546 0.002 0.065 0.049

U22 1250 37.294 0.591 0.004 0.062 0.046

U23 1250 37.707 0.629 0.001 0.064 0.047

U24 1250 37.483 0.637 0.002 0.061 0.045

U25 1500 44.443 0.685 -0.002 0.054 0.040

U26 1500 44.686 0.757 0.000 0.050 0.037

U27 1500 44.952 0.773 0.003 0.048 0.036

U28 1500 45.303 0.825 0.002 0.044 0.032

U29 1500 44.985 0.870 0.004 0.039 0.029

U30 1500 44.825 0.900 -0.003 0.033 0.024

Todos 30 0.407 0.006 0.067 0.047

Pequeño 15.401 0.115 0.022 0.078 0.052

Mediano 29.911 0.372 0.002 0.070 0.050

Grande 44.866 0.802 0.001 0.045 0.033
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Comentarios

De acuerdo con la tabla 5.17, el estimador(4.117), combinado de los esti-
madores directo y de regresión con información auxiliar a nivel de dominio,

P̂
(c1)
regAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(1)
regAd

,

es poco sesgado, toda vez que el mayor valor absoluto del sesgo emṕırico es
0.028 y el menor es 0.001; el mayor valor de la RECME es 0.083 y el menor
es 0.033, lo que nos indica buena precisión. A la vista de la última columna,
la varianza estimada dada por la ecuación (4.118) produce una significativa
subestimación de la varianza del estimador para cualquier tamaño de dominio.
La precisión de este estimador es mejor para dominios grandes, siendo en estos
menos sesgado, aunque también es buena para dominios medianos y pequeños,
en los cuales el sesgo es pequeño pero ligeramente mayor que el que corresponde
a los dominios grandes y la precisión puede considerarse buena.

Según tabla 5.18 el estimador (4.119), combinado de los estimadores directo
y de regresión con información auxiliar a nivel de población,

P̂
(c2)
regAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(2)
regAd

,

es sesgado, como mayor sesgo absoluto emṕırico de 0.285 y menor valor de
0.003. Es impreciso, dado que su RECME vaŕıa entre 0.066 y 0.314. La varianza
aproximada dada por la ecuación (4.120) subestima severamente la varianza
del estimador, como se puede comprobar en la última columna. El estimador
tiene un mejor comportamiento para los dominios medianos, como se constata
al observar su RECME y sesgo emṕırico.

La tabla 5.19 indica que el estimador (4.121), combinado de los estimadores
directo y de regresión sintético,

P̂
(c3)
regAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(3)
regAd

,

es sesgado, pero menos que P̂
(c2)
regAd

, su mayor sesgo absoluto emṕırico es 0.196 y
el menor es 0.002. Es impreciso, porque su RECME toma valores entre 0.013 y
0.197. El estimador tiene mejor precisión para dominios medianos, seguido de
dominios pequeños y grandes, en ese orden. La varianza aproximada calculada
con (4.122) es constante para los distintos tamaños de dominio y subestima la
varianza del estimador.

De la tabla 5.20 se desprende que el estimador (4.123), combinado de los
estimadores de regresión con información auxiliar de dominio y de regresión
sintético,

P̂
(c4)
regAd

= α̂optP̂
(1)
regAd

+ (1− α̂opt)P̂
(3)
regAd

,
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es sesgado, toda vez que el mayor valor del sesgo absoluto emṕırico es 0.154
y el menor valor es 0.001, reflejando un comportamiento similar a P̂

(c3)
regAd

. Es
impreciso, con valores de la RECME que vaŕıan entre 0.015 y 0.171. El esti-
mador tiene un mejor comportamiento para dominios medianos y su varianza
estimada por la ecuación (4.124) es constante y subestima la varianza del es-
timador.

De la tabla 5.21 se observa que el estimador (4.125), combinado de los
estimadores de regresión con información auxiliar de nivel poblacional y de
regresión sintético,

P̂
(c5)
regAd

= α̂optP̂
(2)
Ad

+ (1− α̂opt)P̂
(3)
regAd

,

es sesgado, tiene como mayor sesgo absoluto emṕırico 0.21 y menor 0.004;
es impreciso, debido a que su RECME toma valores entre 0.015 y 0.212. De
los estimadores combinados de regresión, es el de peor comportamiento. Su
comportamiento es mejor para dominios de tamaño mediano y la varianza
aproximada por la fórmula (4.126) es constante y subestima la varianza del
estimador.
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Tabla 5.18: Resultados de la simulación para el estimador combinado (crega2),
P̂

(c2)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.339 0.285 0.314 0.045

U2 500 15.728 0.297 0.215 0.245 0.052

U3 500 15.366 0.316 0.236 0.266 0.050

U4 500 15.449 0.304 0.208 0.238 0.053

U5 500 15.250 0.305 0.199 0.230 0.054

U6 500 15.157 0.322 0.180 0.213 0.058

U7 750 22.503 0.313 0.177 0.203 0.046

U8 750 22.146 0.316 0.143 0.173 0.050

U9 750 22.511 0.335 0.131 0.159 0.052

U10 750 22.484 0.300 0.100 0.135 0.053

U11 750 22.187 0.379 0.103 0.142 0.056

U12 750 22.284 0.340 0.118 0.150 0.054

U13 1000 29.771 0.373 0.076 0.111 0.051

U14 1000 29.846 0.362 0.075 0.109 0.050

U15 1000 30.055 0.378 0.047 0.093 0.052

U16 1000 29.854 0.404 0.047 0.092 0.053

U17 1000 29.817 0.425 0.029 0.081 0.053

U18 1000 29.853 0.448 0.017 0.077 0.053

U19 1250 37.726 0.456 -0.003 0.066 0.048

U20 1250 37.180 0.466 -0.026 0.070 0.049

U21 1250 37.701 0.503 -0.041 0.075 0.049

U22 1250 37.294 0.542 -0.045 0.075 0.046

U23 1250 37.707 0.550 -0.079 0.102 0.047

U24 1250 37.483 0.565 -0.069 0.091 0.045

U25 1500 44.443 0.592 -0.095 0.110 0.040

U26 1500 44.686 0.636 -0.121 0.134 0.037

U27 1500 44.952 0.645 -0.125 0.137 0.036

U28 1500 45.303 0.678 -0.145 0.156 0.032

U29 1500 44.985 0.699 -0.167 0.179 0.029

U30 1500 44.825 0.721 -0.183 0.190 0.024

Todos 30 0.444 0.043 0.147 0.047

Pequeño 15.401 0.314 0.221 0.251 0.052

Mediano 29.911 0.414 0.044 0.111 0.050

Grande 44.866 0.662 -0.139 0.151 0.033
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Tabla 5.19: Resultados de la simulación para el estimador combinado (crega3),
P̂

(c3)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.163 0.109 0.110 0.012

U2 500 15.728 0.234 0.152 0.152 0.012

U3 500 15.366 0.211 0.131 0.131 0.012

U4 500 15.449 0.237 0.141 0.141 0.012

U5 500 15.250 0.250 0.144 0.144 0.012

U6 500 15.157 0.277 0.135 0.135 0.012

U7 750 22.503 0.265 0.129 0.129 0.012

U8 750 22.146 0.302 0.129 0.129 0.012

U9 750 22.511 0.317 0.113 0.114 0.012

U10 750 22.484 0.354 0.154 0.154 0.012

U11 750 22.187 0.363 0.087 0.088 0.012

U12 750 22.284 0.343 0.120 0.120 0.012

U13 1000 29.771 0.390 0.093 0.093 0.012

U14 1000 29.846 0.391 0.104 0.105 0.012

U15 1000 30.055 0.428 0.097 0.097 0.012

U16 1000 29.854 0.432 0.075 0.076 0.012

U17 1000 29.817 0.455 0.059 0.060 0.012

U18 1000 29.853 0.474 0.043 0.044 0.012

U19 1250 37.726 0.494 0.036 0.038 0.012

U20 1250 37.180 0.522 0.029 0.032 0.012

U21 1250 37.701 0.542 -0.002 0.013 0.012

U22 1250 37.294 0.549 -0.038 0.040 0.012

U23 1250 37.707 0.589 -0.039 0.042 0.012

U24 1250 37.483 0.576 -0.059 0.060 0.012

U25 1500 44.443 0.603 -0.084 0.085 0.012

U26 1500 44.686 0.637 -0.120 0.121 0.012

U27 1500 44.952 0.648 -0.122 0.123 0.012

U28 1500 45.303 0.671 -0.153 0.154 0.012

U29 1500 44.985 0.691 -0.175 0.176 0.012

U30 1500 44.825 0.707 -0.196 0.197 0.011

Todos 30 0.437 0.036 0.103 0.012

Pequeño 15.401 0.229 0.135 0.135 0.012

Mediano 29.911 0.433 0.063 0.080 0.012

Grande 44.866 0.659 -0.142 0.143 0.012
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Tabla 5.20: Resultados de la simulación para el estimador combinado (crega4),
P̂

(c4)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.165 0.111 0.113 0.011

U2 500 15.728 0.235 0.153 0.154 0.012

U3 500 15.366 0.213 0.133 0.134 0.011

U4 500 15.449 0.238 0.142 0.143 0.012

U5 500 15.250 0.251 0.145 0.146 0.012

U6 500 15.157 0.278 0.136 0.138 0.012

U7 750 22.503 0.265 0.129 0.130 0.012

U8 750 22.146 0.302 0.129 0.129 0.012

U9 750 22.511 0.317 0.113 0.113 0.012

U10 750 22.484 0.354 0.154 0.154 0.012

U11 750 22.187 0.364 0.088 0.091 0.012

U12 750 22.284 0.343 0.120 0.120 0.012

U13 1000 29.771 0.389 0.092 0.093 0.012

U14 1000 29.846 0.391 0.104 0.105 0.012

U15 1000 30.055 0.427 0.096 0.097 0.012

U16 1000 29.854 0.432 0.075 0.076 0.012

U17 1000 29.817 0.455 0.059 0.061 0.012

U18 1000 29.853 0.475 0.044 0.048 0.012

U19 1250 37.726 0.494 0.036 0.038 0.012

U20 1250 37.180 0.522 0.029 0.033 0.012

U21 1250 37.701 0.543 -0.001 0.015 0.012

U22 1250 37.294 0.551 -0.036 0.040 0.012

U23 1250 37.707 0.591 -0.037 0.042 0.012

U24 1250 37.483 0.580 -0.055 0.059 0.012

U25 1500 44.443 0.606 -0.080 0.082 0.012

U26 1500 44.686 0.644 -0.113 0.115 0.011

U27 1500 44.952 0.655 -0.115 0.118 0.011

U28 1500 45.303 0.684 -0.139 0.145 0.011

U29 1500 44.985 0.715 -0.151 0.162 0.011

U30 1500 44.825 0.753 -0.150 0.171 0.010

Todos 30 0.441 0.040 0.102 0.012

Pequeño 15.401 0.230 0.137 0.138 0.012

Mediano 29.911 0.433 0.063 0.080 0.012

Grande 44.866 0.676 -0.125 0.132 0.011
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Tabla 5.21: Resultados de la simulación para el estimador combinado (crega5),
P̂

(c5)
regAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.212 0.158 0.199 0.011

U2 500 15.728 0.255 0.173 0.188 0.012

U3 500 15.366 0.239 0.159 0.180 0.011

U4 500 15.449 0.256 0.160 0.173 0.012

U5 500 15.250 0.269 0.163 0.175 0.012

U6 500 15.157 0.293 0.151 0.162 0.012

U7 750 22.503 0.279 0.143 0.147 0.012

U8 750 22.146 0.312 0.139 0.142 0.012

U9 750 22.511 0.325 0.121 0.122 0.012

U10 750 22.484 0.359 0.159 0.160 0.012

U11 750 22.187 0.371 0.095 0.102 0.012

U12 750 22.284 0.349 0.126 0.127 0.012

U13 1000 29.771 0.393 0.096 0.097 0.012

U14 1000 29.846 0.395 0.108 0.109 0.012

U15 1000 30.055 0.430 0.099 0.099 0.012

U16 1000 29.854 0.434 0.077 0.078 0.012

U17 1000 29.817 0.457 0.061 0.062 0.012

U18 1000 29.853 0.476 0.045 0.050 0.012

U19 1250 37.726 0.494 0.035 0.038 0.012

U20 1250 37.180 0.520 0.028 0.031 0.012

U21 1250 37.701 0.540 -0.004 0.015 0.012

U22 1250 37.294 0.548 -0.040 0.042 0.012

U23 1250 37.707 0.586 -0.043 0.046 0.012

U24 1250 37.483 0.574 -0.061 0.063 0.012

U25 1500 44.443 0.598 -0.089 0.090 0.012

U26 1500 44.686 0.629 -0.127 0.129 0.011

U27 1500 44.952 0.639 -0.131 0.132 0.011

U28 1500 45.303 0.658 -0.165 0.166 0.011

U29 1500 44.985 0.668 -0.198 0.200 0.011

U30 1500 44.825 0.693 -0.210 0.213 0.010

Todos 30 0.442 0.041 0.118 0.012

Pequeño 15.401 0.254 0.161 0.179 0.012

Mediano 29.911 0.436 0.066 0.085 0.012

Grande 44.866 0.648 -0.153 0.155 0.011
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5.7. Estimadores de regresión loǵıstica

Resultados

Las tablas de esta sección muestran el comportamiento de los estimadores
de regresión loǵıstica propuestos en la población simulada.

Tabla 5.22: Resultados de la simulación para el estimador (logistic), P̂logAd
.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.180 0.126 0.133 0.090

U2 500 15.728 0.178 0.096 0.112 0.091

U3 500 15.366 0.186 0.106 0.119 0.091

U4 500 15.449 0.193 0.097 0.114 0.090

U5 500 15.250 0.197 0.091 0.111 0.091

U6 500 15.157 0.223 0.081 0.110 0.092

U7 750 22.503 0.211 0.075 0.097 0.074

U8 750 22.146 0.235 0.062 0.094 0.075

U9 750 22.511 0.255 0.051 0.091 0.074

U10 750 22.484 0.246 0.046 0.089 0.074

U11 750 22.187 0.320 0.044 0.096 0.074

U12 750 22.284 0.271 0.049 0.092 0.075

U13 1000 29.771 0.332 0.035 0.084 0.064

U14 1000 29.846 0.317 0.030 0.081 0.064

U15 1000 30.055 0.342 0.011 0.080 0.064

U16 1000 29.854 0.362 0.005 0.083 0.064

U17 1000 29.817 0.401 0.005 0.080 0.064

U18 1000 29.853 0.429 -0.002 0.079 0.064

U19 1250 37.726 0.449 -0.010 0.074 0.057

U20 1250 37.180 0.473 -0.019 0.075 0.057

U21 1250 37.701 0.523 -0.021 0.075 0.057

U22 1250 37.294 0.570 -0.017 0.075 0.057

U23 1250 37.707 0.596 -0.033 0.080 0.056

U24 1250 37.483 0.608 -0.026 0.076 0.056

U25 1500 44.443 0.648 -0.038 0.074 0.051

U26 1500 44.686 0.716 -0.041 0.071 0.051

U27 1500 44.952 0.730 -0.040 0.069 0.051

U28 1500 45.303 0.779 -0.045 0.067 0.051

U29 1500 44.985 0.815 -0.051 0.068 0.051

U30 1500 44.825 0.846 -0.057 0.069 0.051

Todos 30 0.421 0.020 0.087 0.067

Pequeño 15.401 0.193 0.100 0.116 0.091

Mediano 29.911 0.386 0.016 0.083 0.065

Grande 44.866 0.756 -0.045 0.070 0.051
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Comentarios

Los cuatro estimadores de regresión loǵıstica incluyen información comple-
ta, y son variantes del modelo LGREG propuesto por Lehtonen, Särndal y
Veijanen (2009). El estimador LGREG para el total dado por (??) y para la
proporción dada por (??), cuyas variantes simuladas fueron:

P̂logAd
, cuyos coeficientes de regresión β se generaron por regresión lineal

(gl) y son comunes a todos los dominios, estimando el argumento de la

exponencial en el modelo de regresión loǵıstica mediante xUd
∗ β̂, con

información auxiliar poblacional completa.

P̂
(1)
logAd

, cuyos coeficientes de regresión β se generaron por regresión lineal
(gl) para cada dominio, estimando el argumento de la exponencial en el

modelo de regresión loǵıstica mediante xUd
∗ β̂d, con información auxiliar

completa de dominio.

P̂
(2)
logAd

, cuyos coeficientes de regresión β se generaron por (glm) para

cada dominio, es decir, en el modelo de regresión loǵıstica se usó xUd
∗ β̂d

para estimar el argumento de la exponencial, con información auxiliar
completa de dominio.

P̂
(3)
logAd

, en el cual coeficientes de regresión β se generaron por (glm) comu-
nes a todos los dominios, es decir, en el modelo de regresión loǵıstica se
usó xUd

∗ β̂ para estimar el argumento de la exponencial, con información
auxiliar poblacional completa.

Asumimos que estos estimadores son adecuados para hacer las comparacio-
nes con nuestros estimadores, toda vez que incorporan en la fase de estimación,
información auxiliar completa. A la vista de los resultados de las tablas 5.22
a 5.25, encontramos que sólo los estimadores P̂logAd

y P̂
(1)
logAd

tienen mejores
propiedades, aunque son un poco sesgados y con precisión aceptable, ya que el
mayor sesgo emṕırico absoluto del primero es 0.126 y el menor es 0.002, mien-
tras que para el segundo el mayor sesgo es 0.097 y el menor es 0.002. Ambos
tienen una precisión similar al estimador directo (4.9) y mejor comportamiento
para dominios medianos y pequeños. La última columna de la tabla, evidencia
subestimación de la varianza del estimador.
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Tabla 5.23: Resultados de la simulación para el estimador (logistic1), P̂
(1)
logAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.151 0.097 0.114 0.091

U2 500 15.728 0.154 0.072 0.099 0.092

U3 500 15.366 0.160 0.080 0.105 0.092

U4 500 15.449 0.166 0.070 0.101 0.092

U5 500 15.250 0.173 0.067 0.101 0.092

U6 500 15.157 0.204 0.062 0.107 0.093

U7 750 22.503 0.188 0.052 0.091 0.075

U8 750 22.146 0.217 0.043 0.092 0.075

U9 750 22.511 0.240 0.036 0.093 0.075

U10 750 22.484 0.233 0.033 0.091 0.075

U11 750 22.187 0.313 0.037 0.099 0.074

U12 750 22.284 0.259 0.036 0.094 0.076

U13 1000 29.771 0.326 0.029 0.086 0.065

U14 1000 29.846 0.311 0.024 0.084 0.065

U15 1000 30.055 0.339 0.008 0.084 0.064

U16 1000 29.854 0.360 0.003 0.086 0.065

U17 1000 29.817 0.400 0.004 0.082 0.064

U18 1000 29.853 0.429 -0.002 0.080 0.064

U19 1250 37.726 0.449 -0.010 0.074 0.057

U20 1250 37.180 0.474 -0.019 0.074 0.057

U21 1250 37.701 0.523 -0.021 0.073 0.057

U22 1250 37.294 0.569 -0.018 0.074 0.056

U23 1250 37.707 0.595 -0.034 0.079 0.056

U24 1250 37.483 0.606 -0.028 0.074 0.056

U25 1500 44.443 0.645 -0.042 0.074 0.051

U26 1500 44.686 0.710 -0.047 0.072 0.050

U27 1500 44.952 0.724 -0.046 0.071 0.050

U28 1500 45.303 0.770 -0.053 0.071 0.050

U29 1500 44.985 0.804 -0.062 0.075 0.050

U30 1500 44.825 0.833 -0.070 0.079 0.049

Todos 30 0.411 0.010 0.086 0.068

Pequeño 15.401 0.168 0.075 0.104 0.092

Mediano 29.911 0.379 0.010 0.084 0.065

Grande 44.866 0.748 -0.053 0.074 0.050
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Tabla 5.24: Resultados de la simulación para el estimador (logistic2), P̂
(2)
logAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.079 0.025 0.136 0.089

U2 500 15.728 0.089 0.007 0.113 0.090

U3 500 15.366 0.094 0.014 0.123 0.090

U4 500 15.449 0.095 -0.001 0.123 0.090

U5 500 15.250 0.113 0.007 0.121 0.090

U6 500 15.157 0.157 0.015 0.132 0.091

U7 750 22.503 0.128 -0.008 0.118 0.074

U8 750 22.146 0.169 -0.004 0.118 0.074

U9 750 22.511 0.203 -0.001 0.119 0.075

U10 750 22.484 0.198 -0.002 0.112 0.074

U11 750 22.187 0.298 0.022 0.119 0.074

U12 750 22.284 0.230 0.007 0.118 0.075

U13 1000 29.771 0.315 0.018 0.099 0.065

U14 1000 29.846 0.297 0.010 0.098 0.065

U15 1000 30.055 0.334 0.003 0.094 0.064

U16 1000 29.854 0.356 -0.001 0.095 0.065

U17 1000 29.817 0.399 0.003 0.087 0.064

U18 1000 29.853 0.429 -0.002 0.081 0.063

U19 1250 37.726 0.449 -0.010 0.074 0.056

U20 1250 37.180 0.473 -0.020 0.070 0.056

U21 1250 37.701 0.518 -0.026 0.069 0.055

U22 1250 37.294 0.559 -0.028 0.069 0.053

U23 1250 37.707 0.582 -0.047 0.078 0.053

U24 1250 37.483 0.593 -0.042 0.072 0.052

U25 1500 44.443 0.622 -0.064 0.081 0.046

U26 1500 44.686 0.679 -0.078 0.089 0.044

U27 1500 44.952 0.689 -0.081 0.091 0.043

U28 1500 45.303 0.726 -0.097 0.104 0.041

U29 1500 44.985 0.752 -0.114 0.118 0.040

U30 1500 44.825 0.772 -0.131 0.134 0.041

Todos 30 0.380 -0.021 0.102 0.065

Pequeño 15.401 0.104 0.011 0.125 0.090

Mediano 29.911 0.363 -0.007 0.094 0.064

Grande 44.866 0.707 -0.094 0.103 0.043
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Tabla 5.25: Resultados de la simulación para el estimador (logistic3), P̂
(3)
logAd

.

Ud Nd nd Ed se recme reve

U1 500 15.454 0.204 0.150 0.156 0.089

U2 500 15.728 0.195 0.113 0.127 0.090

U3 500 15.366 0.205 0.125 0.137 0.090

U4 500 15.449 0.212 0.116 0.131 0.089

U5 500 15.250 0.214 0.108 0.125 0.090

U6 500 15.157 0.238 0.096 0.121 0.090

U7 750 22.503 0.229 0.093 0.111 0.073

U8 750 22.146 0.250 0.076 0.103 0.073

U9 750 22.511 0.268 0.064 0.097 0.073

U10 750 22.484 0.256 0.056 0.094 0.073

U11 750 22.187 0.331 0.055 0.099 0.073

U12 750 22.284 0.283 0.060 0.097 0.074

U13 1000 29.771 0.340 0.043 0.086 0.063

U14 1000 29.846 0.325 0.038 0.082 0.063

U15 1000 30.055 0.346 0.015 0.079 0.062

U16 1000 29.854 0.367 0.010 0.081 0.063

U17 1000 29.817 0.403 0.007 0.078 0.062

U18 1000 29.853 0.430 -0.001 0.077 0.062

U19 1250 37.726 0.448 -0.010 0.072 0.055

U20 1250 37.180 0.470 -0.023 0.075 0.055

U21 1250 37.701 0.518 -0.026 0.075 0.055

U22 1250 37.294 0.565 -0.022 0.074 0.055

U23 1250 37.707 0.589 -0.040 0.082 0.055

U24 1250 37.483 0.602 -0.033 0.076 0.055

U25 1500 44.443 0.639 -0.047 0.077 0.050

U26 1500 44.686 0.706 -0.051 0.076 0.050

U27 1500 44.952 0.719 -0.051 0.074 0.050

U28 1500 45.303 0.766 -0.057 0.075 0.049

U29 1500 44.985 0.801 -0.065 0.078 0.049

U30 1500 44.825 0.832 -0.072 0.081 0.049

Todos 30 0.425 0.024 0.093 0.066

Pequeño 15.401 0.211 0.118 0.133 0.090

Mediano 29.911 0.390 0.020 0.085 0.064

Grande 44.866 0.744 -0.057 0.077 0.049
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5.8. Comparación de estimadores

Resultados

Las tablas de esta sección muestran comparativas del comportamiento de
todos los estimadores propuestos en la población simulada.

Tabla 5.26: Sesgo relativo emṕırico de los estimadores comparados.
se/PAd

× 100% en total y por tamaño del dominio

Inf. auxiliar Estimador Total Pequeño Mediano Grande

Directo P̂Ad
7.88 38.06 0.57 -0.37

Dominio P̂
(1)
rAd

7.81 36.96 0.71 -0.04

Razón Población P̂
(2)
rAd

47.80 204.22 19.8 -24.62

Dominio sint. P̂
(3)
rAd

45.95 158.69 29.81 -18.39

Dominio P̂
(1)
regAd

2.24 10.57 0.22 -0.02

Regresión Población P̂
(2)
regAd

102.09 411.30 41.54 -25.47

Dominio sint. P̂
(3)
regAd

45.95 158.69 29.81 -18.39

Dominio P̂
(1)
difAd

1.87 8.60 0.25 -0.02

Diferencia Población P̂
(2)
difAd

109.15 439.19 44.65 -27.36

Dominio sint. P̂
(3)
difAd

16.84 41.88 17.76 -10.98

Dominio P̂
(c1)
rAd

8.9 41.08 1.11 0.07

Población P̂
(c2)
rAd

34.53 150.65 12.9 -16.71

Comb. Razón Dominio sint. P̂
(c3)
rAd

44.76 154.48 28.88 -17.31

Dominio-sint.(D) P̂
(c4)
rAd

45.67 157.07 28.86 -15.29

Población-sint.(D) P̂
(c5)
rAd

50.41 181.79 29.74 -18.93

Dominio P̂
(c1)
regAd

6.05 27.14 1.00 0.09

Población P̂
(c2)
regAd

65.90 269.56 25.71 -17.17

Comb. Regresión Dominio sint. P̂
(c3)
regAd

44.85 154.80 28.95 -17.39

Dominio-sint.(D) P̂
(c4)
regAd

45.63 156.51 29.02 -15.42

Población-sint.(D) P̂
(c5)
regAd

52.32 188.36 30.68 -18.82

Población P̂logAd
29.22 121.35 10.14 -5.65

Reg. Loǵıstica Dominio P̂
(1)
logAd

21.09 91.08 6.99 -6.61

Dominio P̂
(2)
logAd

0.03 14.65 -0.97 -11.59

Población P̂
(3)
logAd

34.91 143.78 12.63 -7.11
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Tabla 5.27: Eficiencia relativa emṕırica de los estimadores comparados.
ecme(directo)/ecme(estimador)× 100 % de los estimadores comparados respecto al
estimador directo en total y por tamaño del dominio.

Inf. auxiliar Estimador Total Pequeño Mediano Grande

Directo P̂Ad
100 100 100 100

Dominio P̂
(1)
rAd

122.96 108.65 123.25 136.40

Razón Población P̂
(2)
rAd

64.99 36.25 85.73 31.52

Dominio sint. P̂
(3)
rAd

131.34 57.13 185.35 43.54

Dominio P̂
(1)
regAd

103.26 70.56 105.39 129.55

Regresión Población P̂
(2)
regAd

50.16 20.94 67.28 28.02

Dominio sint. P̂
(3)
regAd

131.34 57.13 185.35 43.54

Dominio P̂
(1)
difAd

106.51 71.07 108.49 136.03

Diferencia Población P̂
(2)
difAd

50.44 20.64 67.99 27.62

Dominio sint. P̂
(3)
difAd

204.25 216.84 243.08 75.17

Dominio P̂
(c1)
rAd

117.92 105.05 118.48 129.09

Población P̂
(c2)
rAd

75.16 43.95 95.34 45.85

Comb. Razón Dominio sint. P̂
(c3)
rAd

133.39 58.69 187.51 45.73

Dominio-sint.(D) P̂
(c4)
rAd

133.43 57.16 187.19 48.40

Población-sint.(D) P̂
(c5)
rAd

127.42 45.20 183.10 42.59

Dominio P̂
(c1)
regAd

115.89 95.43 118.90 127.32

Población P̂
(c2)
regAd

65.54 30.64 85.26 41.29

Comb. Regresión Dominio sint. P̂
(c3)
regAd

133.27 58.57 187.40 45.56

Dominio-sint.(D) P̂
(c4)
regAd

132.76 57.04 186.23 48.06

Población-sint.(D) P̂
(c5)
regAd

125.81 43.80 180.96 42.41

Población P̂logAd
89.93 63.58 101.08 82.81

Reg. Loǵıstica Dominio P̂
(1)
logAd

89.83 67.67 100.26 80.70

Dominio P̂
(2)
logAd

79.40 57.02 92.66 61.99

Población P̂
(3)
logAd

86.06 53.21 99.94 77.24
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Comentarios

Para la interpretación de los resultados, consideremos los dominios dividi-
dos en 3 categoŕıas. Dominios pequeños (de tamaño 500), medianos (de ta-
maños 750, 1000 y 1250) y grandes (de tamaño 1500). Las tablas (5.26) y
(5.27), (5.29) y (5.30), muestran los resultados obtenidos. En concreto, se pre-
sentan los datos correspondientes al sesgo relativo y eficiencia relativa media
para cada uno de los estimadores en el total de la población y en las categoŕıas
consideradas en función del tamaño del dominio. Se han expresado el sesgo
relativo en porcentaje (a la verdadera proporción en el dominio) y los errores
cuadráticos medios relativos al estimador directo.

Los resultados obtenidos muestran que los estimadores propuestos P̂
(1)
rAd

(4.13), P̂
(3)
rAd

(4.26), P̂
(1)
regAd

(4.96), P̂
(3)
regAd

(4.108), P̂
(1)
difAd

(4.101), P̂
(3)
difAd

(4.103),

P̂
(c1)
rAd

(4.50), P̂
(c3)
rAd

(4.58), P̂
(c4)
rAd

(4.62), P̂
(c5)
rAd

(4.66), P̂
(c1)
regAd

(4.117), P̂
(c3)
regAd

(4.121),

P̂
(c4)
regAd

(4.123) y P̂
(c5)
regAd

(4.125), suponen un aumento en la precisión media si
consideramos todos los posibles dominios. Todos ellos mejoran las estimaciones
en el caso de los dominios medianos, suponiendo en los casos P̂

(3)
rAd

(4.26), P̂
(3)
regAd

(4.108), P̂
(3)
difAd

(4.103), P̂
(c3)
rAd

(4.58), P̂
(c4)
rAd

(4.62), P̂
(c5)
rAd

(4.66), P̂
(c3)
regAd

(4.121),

P̂
(c4)
regAd

(4.123) y P̂
(c5)
regAd

(4.125), un aumento en precisión de más del 80%.

Mención especial merece el estimador P̂
(3)
difAd

(4.103) , toda vez que aumenta
a más del doble la eficiencia del estimador directo, sesgún se puede ver en la
tabla 5.27.

El comportamiento de los dominios pequeños y grandes es distinto. Para
los dominios pequeños se aprecia mejora en la precisión solo con los estima-
dores P̂

(1)
rAd

, P̂
(3)
difAd

, P̂
(c1)
rAd

y P̂
(c1)
regAd

. Los estimadores P̂
(3)
rAd

y P̂
(3)
regAd

tienen com-
portamiento similar y mejoran la eficiencia del estimador directo en un 85%,
mientras que el estimador P̂

(3)
difAd

duplica la eficiencia y los estimadores P̂
(c1)
rAd

,

P̂
(c1)
regAd

, tienen la misma eficiencia, cuyo valor es del 18%.

Para los dominios grandes existe un aumento en la precisión de los estima-
dores P̂

(1)
rAd

, P̂
(1)
regAd

, P̂
(1)
difAd

, P̂
(c1)
rAd

y P̂
(c1)
regAd

. Por otra parte, el comportamiento de

P̂
(1)
rAd

, P̂
(c1)
rAd

y P̂
(c1)
regAd

, (4.13), (4.50) y (4.117), respectivamente, resultan ser bue-
nos estimadores, toda vez que mejoran siempre la calidad de las estimaciones,
en la población global simulada y en los distintos tamaños de dominio. Similar
comportamiento se observa en el estimador P̂

(3)
difAd

, aunque su comportamiento
en dominios grandes no es muy bueno.

De los modelos de regresión loǵıstica considerados, tan solo los estimado-
res P̂logAd

y P̂
(1)
logAd

, en el caso de dominios medianos, muestran una eficiencia
relativa similar al estimador base y en cualquier caso inferior a los estimado-
res P̂

(1)
rAd

, P̂
(3)
rAd

, P̂
(1)
regAd

, P̂
(3)
regAd

, P̂
(1)
difAd

, P̂
(3)
difAd

, P̂
(c1)
rAd

, P̂
(c3)
rAd

, P̂
(c4)
rAd

, P̂
(c5)
rAd

, P̂
(c1)
regAd

,
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P̂
(c3)
regAd

, P̂
(c4)
regAd

y P̂
(c5)
regAd

.

Si consideramos ahora los valores del sesgo relativo, observamos que los esti-
madores P̂

(1)
rAd

, P̂
(c1)
rAd

y P̂
(c1)
regAd

, no sólo mejoran el estimador base con respecto
al error de estimación, sino que también mantienen, en media, el valor del ses-
go, lo cual confirma que su uso proporcionará estimaciones más potentes sin
repercutir en el valor del sesgo.

Ahora, si comparamos los estimadores de acuerdo con la información au-
xiliar disponible, encontramos que son más eficientes aquellos que hacen uso
de información a nivel de dominio, en este caso, PBd

, que aquellos que hacen
uso de información auxiliar de nivel poblacional. Los estimadores que tienen
un mejor comportamiento son P̂

(1)
rAd

, P̂
(1)
regAd

, P̂
(1)
difAd

, P̂
(c1)
rAd

y P̂
(c1)
regAd

, tanto para
la población global como para los distintos tamaños de dominio.

Si comparamos los estimadores de razón y los estimadores de regresión,
encontramos que para la población global es mas eficiente P̂

(1)
rAd

que P̂
(1)
regAd

,

además, P̂
(3)
rAd

y P̂
(3)
regAd

son igual de eficientes. Para los dominios pequeños el

estimador de razón P̂
(1)
rAd

resulta ser mejor que los estimadores de regresión;

para los dominios de tamaño mediano los estimadores P̂
(1)
rAd

y P̂
(1)
regAd

, superan

en eficiencia al estimador directo y P̂
(1)
rAd

es superior a P̂
(1)
regAd

; además, los

estimadores P̂
(3)
rAd

y P̂
(3)
regAd

son igual de eficientes y significan una aumento
de aproximadamente el 70% respecto del estimador directo. En el caso de
dominios grandes se mantiene la superioridad de los estimadores de razón
sobre los de regresión.

Comparando ahora los estimadores combinados de razón con los combina-
dos de regresión, encontramos que para la población global solo los estimadores
P̂

(c2)
rAd

y P̂
(c2)
rAd

, no superan en eficiencia al estimador base, mientras que en los
otros el comportamiento es similar, es decir, los estimadores combinados de
razón y los estimadores combinados de regresión en la población global y en
los diferentes tamaños de dominio, son igual de eficientes y superiores al esti-
mador directo.

Si comparamos los estimadores de razón simple con los estimadores com-
binados de razón, se observa un aumento significativo en la eficiencia de los
estimadores combinados y la consecuente disminución del sesgo. Este compor-
tamiento se observa también al comparar los estimadores simples de regresión
con los estimadores combinados de regresión. Entonces, se infiere que los es-
timadores combinados de razón y regresión mejoran la eficiencia de los esti-
madores de razón y regresión simples y disminuyen el sesgo. Respecto de los
estimadores sintéticos P̂

(3)
rAd

, P̂
(3)
regAd

y P̂
(3)
difAd

, mejoran la eficiencia del estimador
directo para la población global y para dominios de tamaño mediano, aunque
habrá que notar que solo el estimador de diferencia tiene un buen desempeño,
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además, en dominios pequeños. Los estimadores compuestos P̂
(c1)
rAd

y P̂
(c1)
regAd

, evi-

dencian una ligera superioridad del primero sobre el segundo, P̂
(c4)
rAd

es similar

a P̂
(c4)
regAd

, P̂
(c5)
rAd

y P̂
(c5)
regAd

, tienen también comportamiento similar.
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Resultados de la segunda población simulada

En vista que en la población generada, según tabla 5.1, PAd
, PBd

y φd

crecen con Nd, lo cual permite suponer que están correlados positivamente,
hemos ejecutado el estudio de simulación en diferentes situaciones. Entre ellas
mostramos una población (Tabla 5.28), obtenida siguiendo el mismo proceso
de simulación descrito antes, pero con valores de PAd

decreciendo desde 39
41

hasta 10
41

.

Tabla 5.28: Caracteŕısticas de la segunda población simulada.
Población generada U , de tamaño N = 30000, con PA = 0,3172, PB = 0,5078
y φ = 0,6496. Tamaño Nd, proporción del atributo de interés PAd

, del atributo
auxiliar PBd

y coeficiente de Cramer φd entre atributos por dominio Ud

Ud Nd PAd
PBd

φd

U1 500 0.90600000 0.9560000 0.6660358

U2 500 0.86200000 0.9360000 0.6535309

U3 500 0.84000000 0.9060000 0.7380393

U4 500 0.76600000 0.8600000 0.7299973

U5 500 0.75000000 0.8640000 0.6871843

U6 500 0.68000000 0.8220000 0.6783496

U7 750 0.68533333 0.8000000 0.7378967

U8 750 0.61866667 0.7866667 0.6632999

U9 750 0.58666667 0.7493333 0.6890588

U10 750 0.55866667 0.7680000 0.6183814

U11 750 0.49466667 0.6800000 0.6787157

U12 750 0.48666667 0.7026667 0.6333783

U13 1000 0.47100000 0.6850000 0.6398713

U14 1000 0.39500000 0.6430000 0.6020735

U15 1000 0.39900000 0.6320000 0.6217483

U16 1000 0.32900000 0.5730000 0.6044680

U17 1000 0.29800000 0.5490000 0.5905296

U18 1000 0.28100000 0.5330000 0.5851720

U19 1250 0.26560000 0.5112000 0.5880549

U20 1250 0.22640000 0.4888000 0.5532352

U21 1250 0.21440000 0.4544000 0.5724396

U22 1250 0.19760000 0.4360000 0.5644095

U23 1250 0.16800000 0.3976000 0.5531110

U24 1250 0.16240000 0.3912000 0.5493038

U25 1500 0.13000000 0.3673333 0.5073052

U26 1500 0.11066667 0.3420000 0.4893009

U27 1500 0.09933333 0.2980000 0.5097132

U28 1500 0.07800000 0.2753333 0.4718692

U29 1500 0.07200000 0.2886667 0.4372507

U30 1500 0.05933333 0.2600000 0.4237022
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Tabla 5.29: Sesgo relativo emṕırico de los estimadores comparados en la segunda
población.
se/PAd

× 100% en total y por tamaño del dominio

Inf. auxiliar Estimador Total Pequeño Mediano Grande

Directo P̂Ad
0.09 -3.01 0.32 2.51

Dominio P̂
(1)
rAd

0.55 0.04 0.23 2.02

Razón Población P̂
(2)
rAd

3.04 -40.87 -7.40 78.31

Dominio sint. P̂
(3)
rAd

18.47 -32.45 4.94 109.97

Dominio P̂
(1)
regAd

0.09 -2.26 0.26 1.96

Regresión Población P̂
(2)
regAd

9.56 -12.65 -0.90 63.17

Dominio sint. P̂
(3)
regAd

18.47 -32.45 4.94 109.97

Dominio P̂
(1)
difAd

-0.17 0.34 0.01 -1.21

Diferencia Población P̂
(2)
difAd

41.34 -45.20 -5.05 267.06

Dominio sint. P̂
(3)
difAd

2.13 -14.43 6.99 4.08

Dominio P̂
(c1)
rAd

0.02 -0.54 -0.28 1.48

Población P̂
(c2)
rAd

-7.64 -30.57 -6.11 10.72

Comb. Razón Dominio sint. P̂
(c3)
rAd

17.54 -32.27 4.78 105.61

Dominio-sint.(D) P̂
(c4)
rAd

21.08 -20.12 5.35 109.47

Población-sint.(D) P̂
(c5)
rAd

18.29 -33.27 4.97 109.78

Dominio P̂
(c1)
regAd

0.25 -2.34 0.41 2.36

Población P̂
(c2)
regAd

5.10 -10.14 -0.51 37.19

Comb. Regresión Dominio sint. P̂
(c3)
regAd

15.96 -31.92 4.50 98.22

Dominio-sint.(D) P̂
(c4)
regAd

18.02 -20.92 4.86 96.45

Población-sint.(D) P̂
(c5)
regAd

18.76 -24.05 4.84 103.34

Población P̂logAd
4.64 -7.52 -0.64 32.65

Reg. Loǵıstica Dominio P̂
(1)
logAd

-0.13 -10.01 -1.58 14.08

Dominio P̂
(2)
logAd

-17.30 -17.40 -4.56 -55.40

Población P̂
(3)
logAd

3.07 -5.88 -0.41 22.47
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Tabla 5.30: Eficiencia relativa emṕırica de los estimadores comparados en la segunda
población.
ecme(directo)/ecme(estimador)× 100 % de los estimadores comparados respecto al
estimador directo en total y por tamaño del dominio.

Información auxiliar Estimador Total Pequeño Mediano Grande

Directo P̂Ad
100 100 100 100

Dominio P̂
(1)
rAd

124.44 134.74 125.06 112.29

Razón Población P̂
(2)
rAd

66.49 31.47 85.10 45.70

Dominio sint. P̂
(3)
rAd

122.24 40.36 175.26 45.05

Dominio P̂
(1)
regAd

112.63 112.56 113.20 110.97

Regresión Población P̂
(2)
regAd

89.08 72.74 103.71 61.55

Dominio sint. P̂
(3)
regAd

122.24 40.36 175.26 45.05

Dominio P̂
(1)
difAd

108.19 139.53 111.10 68.13

Diferencia Población P̂
(2)
difAd

47.28 27.72 63.13 19.28

Dominio sint. P̂
(3)
difAd

232.07 95.00 286.14 206.91

Dominio P̂
(c1)
rAd

113.96 121.70 114.57 104.40

Población P̂
(c2)
rAd

87.74 42.95 101.87 90.16

Comb. Razón Dominio sint. P̂
(c3)
rAd

123.23 40.57 176.30 46.67

Dominio-sint.(D) P̂
(c4)
rAd

121.94 46.02 172.82 45.23

Población-sint.(D) P̂
(c5)
rAd

121.47 39.88 174.14 45.02

Dominio P̂
(c1)
regAd

108.60 109.13 108.58 108.15

Población P̂
(c2)
regAd

95.09 82.75 105.03 77.62

Comb. Regresión Dominio sint. P̂
(c3)
regAd

124.84 40.97 177.88 49.62

Dominio-sint.(D) P̂
(c4)
regAd

126.11 46.88 177.72 50.51

Población-sint.(D) P̂
(c5)
regAd

124.83 46.64 176.64 47.58

Población P̂logAd
100.16 90.38 107.52 87.85

Reg. Loǵıstica Dominio P̂
(1)
logAd

99.48 84.98 107.73 89.22

Dominio P̂
(2)
logAd

87.53 68.54 106.11 50.79

Población P̂
(3)
logAd

101.49 95.15 106.10 94.02
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Comentarios sobre la segunda población

Se desprende de las tablas 5.29 y 5.30 que los estimadores estudiados en
esta segunda población simulada, tienen un comportamiento similar en ambas
poblaciones, aunque aqúı surge mayor evidencia para descartar el estimador
de diferencia sintético P̂

(3)
difAd

(4.103), como estimador adecuado para domi-
nios pequeños, toda vez que su eficiencia es menor que la del estimador de
diferencia P̂

(1)
difAd

(4.101). A la vista de los resultados, identificamos como los

mejores estimadores para los diferentes tamaños de dominio a P̂
(1)
rAd

, P̂
(1)
regAd

,

P̂
(c1)
rAd

y P̂
(c1)
regAd

, cuyas eficiencias alcanzan hasta el 34 % y son los de menor ses-

go relativo. Se ha incluido el estimador P̂
(1)
regAd

, que tiene una eficiencia menor
a los otros tres estimadores, porque en todas la simulaciones realizadas refleja
siempre una eficiencia superior al del estimador directo.

Por lo anterior, los comentarios válidos para los estimadores de la primera
población simulada, valen para los estimadores en la segunda población, con
excepción del estimador P̂

(3)
difAd

(4.103).
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Figura 5.1: Gráfico de cajas de las RECME de los estimadores. El gráfico ofrece
una imágen visual de la variabilidad de los estimadores y se confirma que la
varianza emṕırica es menor para los estimadores 2, 5, 11 y 16, que corresponden
a los estimadores P̂

(1)
rAd

, P̂
(1)
regAd

, P̂
(c1)
rAd

y P̂
(c1)
regAd

.
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5.9. Conclusiones del estudio de simulación

Toda vez que nuestro objetivo consistió en hallar estimadores para pro-
porciones en áreas pequeñas, debido a que es un importante tema en muchas
aplicaciones prácticas, propusimos varios estimadores que hacen uso de infor-
mación auxiliar a nivel de población y a nivel de dominio, en vista de que la
estimación directa de dominios no proporciona buenas estimaciones. El estudio
de simulación realizado con los estimadores propuestos, aporta evidencia para
afirmar que los estimadores P̂

(1)
rAd

, P̂
(c1)
rAd

, P̂
(1)
regAd

y P̂
(c1)
regAd

, son eficientes y muy
poco sesgados, por tanto, pueden usarse en la estimación de proporciones de
áreas pequeñas y en cualquier tamaño de dominio. Debemos destacar que estos
tres estimadores hacen uso de información auxiliar en forma de proporciones
de dominio, es decir, se conoce PBd

, la proporción del atributo auxiliar B a
nivel de dominio, que se asume asociado al atributo A.

5.10. Estimación con datos de dengue

Los datos

La aplicación de los estimadores propuestos a un problema con datos reales,
se hace con una base de datos de casos confirmados de dengue por el laborato-
rio estatal de salud pública del Estado de Guerrero (LESPEG), México (2006).
La información contiene registros de los pacientes diagnosticados con dengue
y caracteŕısticas asociadas a los śıntomas de un cuadro t́ıpico de dengue, or-
ganizados para las 7 regiones del estado. La tabla (5.31) muestra los tamaños
poblacionales de esta regiones, que serán consideradas como dominios. Como
variable principal consideraremos el tipo de dengue sufrido por el paciente
(clásico o hemorrágico), donde Y = 1 si el paciente presenta dengue clásico
y Y = 0, si presenta dengue hemorrágico. Para la selección de la variable
auxiliar, tomamos en consideración la relación entre la variable principal y
las distintas variables auxiliares, a partir de un modelo de regresión loǵıstica
binaria. Las variables que mejor clasifican a los pacientes son sexo, enfermos
similares en la localidad, cefalea, mialgias, artralgias, vómito, náuseas, dolor
abdominal, diarrea, congestión nasal, escape de ĺıquidos, hemorragias, pete-
quias y melena. De entre las variables con mayor correlación, seleccionamos
artralgias y realizamos las estimaciones con una muestra disponible de tamaño
300. La metodoloǵıa, en este caso, al tratarse de una muestra real, consiste
en estimar el error cuadrático medio de cada uno de los estimadores mediante
Jackknife. Posteriormente, definimos la eficiencia relativa tomando como base
el estimador directo.
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Tabla 5.31: Tamaños poblacionales de la población “dengue” en las regiones.

Región Tamaño poblacional.
1. Tierra caliente 40
2. Zona norte 211
3. Zona centro 160
4. Montaña 412
5. Costa grande 354
6. Costa chica 74
7. Acapulco 964

Resultados

Seleccionada la muestra, encontramos que todas las submuestras corres-
pondientes a las regiones eran no vaćıas. Los tamaños de las submuestras para
cada dominio fueron n1 = 2, n2 = 37, n3 = 18, n4 = 52, n5 = 46, n6 = 7
y n7 = 138. El dominio 1 solo tiene casos de dengue clásico y el dominio 6
tiene de los dos tipos, pero con solo 5 casos de dengue hemorrágico. Centra-
remos nuestro estudio en el dominio 6, que es uno de los casos extremos que
se pueden presentar en la selección de la muestra, toda vez que todos los va-
lores correspondientes a la variable respuesta en la submuestra, resultaron ser
unos, es decir, todos los pacientes en la submuestra están infectados de dengue
clásico. Existen muchos casos en la práctica en los que podemos encontrar esta
situación debido a la ocurrencia de factores relacionados a las caracteŕısticas
espećıficas del dominio, tales como una proporción a nivel dominio muy cerca-
na a 1. En este caso, el uso de estimadores de regresión loǵıstica no es factible.
Por otra parte, cabe esperar que el estimador base, que solo utiliza la infor-
mación muestral de dominio, no ofrezca estimaciones precisas. La tabla (5.32)
muestra las eficiencias relativas de los estimadores propuestos.

Como puede observarse la mayoŕıa de los estimadores propuestos mejoran al
estimador base con respecto a la eficiencia; en el caso de los estimadores P̂

(c4)
regAd

y P̂
(c5)
regAd

, la ganancia en eficiencia alcanza el 56.34 %. De especial interés para

nosotros es el estimador P̂
(1)
rAd

, toda vez que lo clasificamos como eficiente, y con
esta muestra mejora la eficiencia en un 47.29%, que sabemos usa información
auxiliar a nivel de dominio. Los estimadores P̂

(c1)
rAd

y P̂
(c1)
regAd

, aunque su eficiencia
no es tan grande como en la población simulada, aqúı habŕıa que destacar que,
aún con este caso extremo de muestra y con submuestras por dominio muy
pequeñas, son ligeramente más eficientes que el estimador directo.

Esta situación nos hace deducir que precisamente la inclusión de la razón
entre la proporción poblacional y muestral de la variable auxiliar en el dominio
es lo que mejora la estimación. En resumen, podemos concluir, que el problema
inicial de tener una submuestra en el dominio compuesta solo por unos, puede
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solventarse incluyendo en las estimaciones la información proporcionada por
la variable auxiliar.

Tabla 5.32: Eficiencia relativa estimada de los estimadores para la población “den-
gue” en el dominio U6 (Costa chica).
Población U de tamaño N = 2215, con n = 300.

Estimador Eficiencia relativa

Directo P̂Ad
100.00

P̂
(1)
rAd

144.29

Razón P̂
(2)
rAd

147.16

P̂
(3)
rAd

8.41

P̂
(1)
regAd

108.06

Regresión P̂
(2)
regAd

108.48

P̂
(3)
regAd

12.45

P̂
(c1)
rAd

100.73

Comb. Razón P̂
(c2)
rAd

100.77

P̂
(c3)
rAd

5.03

P̂
(c4)
rAd

105.61

P̂
(c5)
rAd

105.61

P̂
(c1)
regAd

100.17

Comb. Regresión P̂
(c2)
regAd

100.17

P̂
(c3)
regAd

5.03

P̂
(c4)
regAd

156.34

P̂
(c5)
regAd

156.34
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Estimación de proporciones en dominios

Se usaron los estimadores con mejores propiedades en la estimación de pro-
porciones de pacientes con dengue clásico por regiones. La tabla 5.33 permite
observar las proporciones estimadas para cada dominio. La estimación de pro-
porciones en el dominio 1, que corresponde a la región Tierra caliente, no se ha
realizado, toda vez que la muestra de dominio es demasiado pequeña (n1 = 2)
y todos los casos fueron confirmados con dengue clásico.

Tabla 5.33: Estimación de proporciones y varianzas por regiones.

Estimador p σ̂2

P̂
(1)
rAd

NA NA

P̂
(1)
regAd

NA NA

Tierra caliente P̂
(c1)
rAd

NA NA

P̂
(c1)
regAd

NA NA

P̂
(1)
rAd

0.800 0.007

P̂
(1)
regAd

0.802 0.003

Zona norte P̂
(c1)
rAd

0.841 0.002

P̂
(c1)
regAd

0.832 0.002

P̂
(1)
rAd

0.791 0.009

P̂
(1)
regAd

0.792 0.005

Zona centro P̂
(c1)
rAd

0.838 0.003

P̂
(c1)
regAd

0.827 0.002

P̂
(1)
rAd

0.994 0.004

P̂
(1)
regAd

0.991 0.002

Montaña P̂
(c1)
rAd

0.984 0.000

P̂
(c1)
regAd

0.999 0.000

P̂
(1)
rAd

0.878 0.003

P̂
(1)
regAd

0.883 0.001

Costa grande P̂
(c1)
rAd

0.910 0.001

P̂
(c1)
regAd

0.902 0.000

P̂
(1)
rAd

0.925 0.008

P̂
(1)
regAd

0.923 0.004

Costa chica P̂
(c1)
rAd

0.916 0.004

P̂
(c1)
regAd

0.918 0.002

P̂
(1)
rAd

0.494 0.002

P̂
(1)
regAd

0.488 0.002

Acapulco P̂
(c1)
rAd

0.500 0.001

P̂
(c1)
regAd

0.496 0.001
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5.11. Conclusiones generales

Los estimadores de áreas pequeñas para variables cuantitativas, han de-
mostrado su eficiencia en distintas aplicaciones debido a la naturaleza de las
variables de estudio y a las variables auxiliares involucradas. De hecho, exis-
te toda una fundamentación teórica sobre los métodos y sobre los modelos
supuestos en las inferencias asociadas. Rao (2003) hace un recuento de estos
métodos e incluye algunos que se han pensado para variables binarias, pero
con información auxiliar de naturaleza continua, bajo un enfoque bayesiano.
Se han probado distintos modelos de enlace entre las unidades de los domi-
nios y las distribuciones a posteriori, que hará falta probar para datos que se
distribuyen según alguna función de distribución continua no estudiada, para
agotar la aplicación de los modelos jerárquicos de bayes a la estimación en
áreas pequeñas. En general, las estimaciones de áreas pequeñas con variables
cuantitativas funcionan muy bien, siempre que el tamaño de la submuestra en
el dominio sea mayor que 2 y se cuente con información auxiliar proveniente de
registros administrativos, un censo, estudios previos o de otros dominios con
caracteŕısticas similares, en forma de totales poblacionales o de dominio.

Hasta ahora, no hay ninguna discusión completa sobre cual es la especifi-
cación lineal o no lineal más apropiada cuando se necesitan estimaciones de
áreas pequeñas para variables no continuas, es decir, para datos de frecuencias
o datos categóricos. Los especialistas en encuestas saben que estas variables
surgen con mucha frecuencia y, aún más, las variables auxiliares asociadas a
tales variables también pueden proceder de datos no continuos. El problema
de estimación se complica porque la aplicación de los métodos desarrollados
para variables continuas no son necesariamente válidos para variables no con-
tinuas. Se justifica el cálculo de medias, que para este tipo de variables son
proporciones de atributos, correlaciones, covarianzas, disimilaridades y otras
medidas, pero, resulta complicado y hasta incompresible, la justificación teóri-
ca de un modelos lineal para este tipo de variables, sin antes haber realizado
con ellos alguna transformación. Sin embargo, en años recientes, se ha justi-
ficado la aplicación de estimadores en la estimación de proporciones, como se
puede ver en Murgi, S.J. et al. (1995) y una serie de trabajos de Rueda, et al.
(2008, 2009, 2010 y 2011).

Según nuestros objetivos, hemos propuesto estimadores de razón, de re-
gresión, de diferencia y de calibración para la estimación de proporciones en
dominios, incorporando información auxiliar en forma de totales o proporcio-
nes en la fase de estimación. La ventaja de los estimadores propuestos, frente a
los métodos de estimación indirecta basada en modelos bajo el enfoque clásico
o bayesiano, predominantes en la teoŕıa estad́ıstica de las últimas décadas para
la estimación en áreas pequeñas, es que se obtienen buenas estimaciones con
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la información auxiliar disponible en forma de totales o proporciones, prove-
nientes de censos, estudios previos o registros administrativos, sin demandar
el uso de información completa. Su utilidad es manifiesta cuando por razones
ajenas al investigador, por ejemplo, confidencialidad de la información rela-
cionada con personas o instituciones públicas o privadas, no es posible contar
con información auxiliar completa relacionada a la variable de interés. Uno de
los inconveniente principales que podemos señalar, es que la precisión de las
estimaciones es menor que de aquellos que usan información auxiliar completa,
por lo que, para que nuestros estimadores sean al menos igual de precisos que
los existentes en la literatura actual para la estimación en áreas pequeñas, es
necesario incorporar a nuestros estimadores información auxiliar de varias va-
riables auxiliares relacionadas con la variable de interés o información completa
de tales variables auxiliares.

Se ha comprobado la eficiencia de los estimadores propuestos mediante un
estudio de simulación y, según evidencia proporcionada por las simulaciones,
únicamente los estimadores (4.13), (4.50), (4.96) y (4.117)

P̂
(1)
rAd

= R̂dPBd
=

P̂Ad

P̂Bd

PBd

P̂
(1)
regAd

= P̂Ad
+ b̂opt(PBd

− P̂Bd
)

P̂
(c1)
rAd

= α̂opP̂Ad
+ (1− α̂)optP̂

(1)
rAd

,

y
P̂

(c1)
regAd

= α̂optP̂Ad
+ (1− α̂opt)P̂

(1)
regAd

,

mejoran la eficiencia en la estimación, respecto del estimador base, en los
dominios pequeños, aunque merece mención especial el estimador de razón,
toda vez que su eficiencia es superior al estimador de regresión. En los dominios
clasificados como medianos funcionan muy bien la mayoŕıa de estimadores,
con excepción de P̂

(2)
rAd

, P̂
(2)
regAd

, P̂
(1)
difAd

, P̂
(c2)
rAd

y P̂
(c2)
regAd

. El resultado obtenido en
los dominios clasificados como grandes, refuerza la idea que los estimadores
propuestos funcionan mucho mejor para dominios medianos y pequeños que
para dominios grandes.

Entonces, si disponemos de información auxiliar de dominio, los estima-
dores apropiados serán P̂

(1)
rAd

, P̂
(1)
regAd

, P̂
(c1)
rAd

y P̂
(c1)
regAd

, porque se ha demostrado
que mejoran la eficiencia como mı́nimo en un 27 % y como máximo un 36%,
mientras que el resto, tiene un comportamiento menos eficiente.

En situaciones prácticas, no es fácil tener acceso a información auxiliar a
nivel de dominio y solo se dispone de algunas medidas de posición a nivel de
la población. En tal caso, aunque la estimación será menos precisa, los estima-
dores apropiados que deben emplearse son los sintéticos, porque sd, el tamaño
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de la muestra en el dominio es aleatoria y mejorará significativamente la es-
timación al aumentar el tamaño de la submuestra. Los estimadores sintéticos
que podŕıan emplearse son los de razón, de regresión y diferencia, es decir P̂

(3)
rAd

(4.26), P̂
(3)
regAd

(4.108)y P̂
(3)
difAd

(4.103).
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Caṕıtulo 6

Apéndice

A: Estimación del sesgo y el MSE

Dada una proporción p̂rAd
, de un estimador de razón, el sesgo y su error

cuadrático medio estará dado por

B(p̂rAd
) = PAd

[
V (p̂Bd

)

P 2
Bd

− cov(p̂Ad
, p̂Bd

)

PAd
PBd

]

y

MSE(p̂rAd
) = P 2

Ad

[
V (p̂Ad

)

P 2
Ad

+
V (p̂Bd

)

P 2
Bd

− 2cov(p̂Ad
, p̂Bd

)

PAd
PBd

]

Demostración:

Sea e0 =
p̂Ad

−PAd

PAd

y e1 =
p̂Bd

−PBd

PBd

, puede notarse que

1. E(e0) = E
[

p̂Ad
−PAd

PAd

]
= 0

2. E(e1) = E
[

p̂Bd
−PBd

PBd

]
= 0

3. E(e2
0) = E

[
p̂Ad

−PAd

PAd

]2

=
V (p̂Ad

)

P 2
Ad

4. E(e2
1) = E

[
p̂Bd

−PBd

PBd

]2

=
V (p̂Bd

)

P 2
Bd

5. E(e0, e1) = E
[

(p̂Ad
−PAd

)(p̂Bd
−PBd

)

PAd
PBd

]
=

cov(p̂Ad
,p̂Bd

)

PAd
PBd

223
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Asumimos que el tamaño de muestra es suficientemente grande, aśı que
|e0| < 1 y |e1| < 1. Esto es equivalente a asumir que para todas las muestras
posibles 0 < p̂Ad

< 2PAd
y 0 < p̂Bd

< 2PBd
.

Dado que p̂Ad
= PAd

(1 + e0) y p̂Bd
= PBd

(1 + e1), el estimador p̂rAd
puede

escribirse como

p̂rAd
=

PAd
(1 + e0)

PBd
(1 + e1)

PBd
= PAd

(1 + e0)(1 + e1)
−1

que mediante un desarrollo en series de potencias da

p̂rAd
= PAd

(1 + e0)(1− e1 + e2
1 − e3

1 + · · · )

p̂rAd
= PAd

(1− e1 + e2
1 − e3

1 + · · ·+ e0 − e0e1 + e0e
2
1 − e0e

3
1 + · · · )

Usando 1 y 2 e ignorando los términos de grado mayor que dos conseguimos

E[p̂rAd
− PAd

] = PAd
E[e2

1 − e0e1] = PAd

[
V (p̂Bd

)

P 2
Bd

− cov(p̂Ad
, p̂Bd

)

PAd
PBd

]

que es la expesión para el sesgo.
Ahora, procediendo de manera análoga, obtenemos la expresión para el

error cuadrático medio

E[p̂rAd
− PAd

]2 = P 2
Ad

[e2
0 + e2

1 − 2e0e1]

= P 2
Ad

[
V (p̂Ad

)

P 2
Ad

+
V (p̂Bd

)

P 2
Bd

− 2cov(p̂Ad
, p̂Bd

)

PAd
PBd

]

MSE(p̂rAd
) = V (p̂Ad

) + R2
dV (p̂Bd

)− 2Rdcov(p̂Ad
, p̂Bd

).

Para un dominio particular, consideremos los datos dispuestos en una tabla
de doble entrada como se muestra en cuadro (6.1), donde N1· =

∑Nd

i=1 Ad es el

Tabla 6.1: Clasificación a nivel de dominio.

B Bc Totales
A N11 N12 N1·
Ac N21 N22 N2·

Totales N·1 N·2 Nd

número de unidades en la población que posee el atributo A, N2· es el número
de unidades en la población que no posee el atributo A, N·1 es el número de
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unidades de la población que posee el atributo B y N·2 es el número de unidades
de la población que no posee el atributo B. Análogamente, N11 es el número
de unidades en la población que poseen simultáneamente los atributos A y B,
N12 es el número de unidades de la población que poseen simultáneamente los
atributos A y Bc, etc. Esta clasificación puede definirse a nivel de la muestra
como se observa en el cuadro (6.2).

Tabla 6.2: Clasificación a nivel de la muestra.

B Bc Totales
A n11 n12 n1·
Ac n21 n22 n2·

Totales n·1 n·2 nd

Toda vez que suponemos A y B relacionado, el coeficiente V de Cramer
estará dado por

φ =
N11N22 −N12N21√

N1·N2·N·1N·2
y

cov(Ndp̂Ad
, Ndp̂Bd

) = cov(n1·, n·1) = cov(n11 + n12, n11 + n21)

= V (n11) + cov(n11, n12) + cov(n11, n21) + cov(n12, n21)

Las variables (n11, n12, n21, n22) ' HG(Nd, nd, N11, N12, N21), por lo que

V (n11) = Nd−nd

Nd−1
nd

N11

Nd
(1− N11

Nd
),

cov(n11, n12) = −Nd−nd

Nd−1
nd

N11N12

N2
d

cov(n11, n21) = −Nd−nd

Nd−1
nd

N11N21

N2
d

cov(n12, n21) = Nd−nd

Nd−1
nd

N12N21

N2
d

y al expresión para la covarianza se escribe como

cov(Ndp̂Ad
, Ndp̂Bd

) =
N

Nd − 1

1− f

n

[
N11

Nd

(1− N11

Nd

)− N11N12

N2
d

− N11N21

N2
d

− N12N21

N2
d

]

=
N

Nd − 1

1− f

n

[
N11Nd −N2

11 −N11N12 −N11N21 −N12N21

N2
d

]

pero como Nd = N11 + N12 + N21 + N22, sustituyendo se llega a la expresión

cov(Ndp̂Ad
, Ndp̂Bd

) =
N

Nd − 1

1− f

n

[
N11N22 −N12N21

N2
d

]
.
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Del coeficiente V de Cramer se obtiene,

N11N22 −N12N21 = φ
√

N1·N2·N·1N·2

por lo que si se sustituye en la expresión anterior obtenemos una última ex-
presión para la covarianza

cov(Ndp̂Ad
, Ndp̂Bd

) =
N

Nd − 1

1− f

n

[
φ
√

N1·N2·N·1N·2
N2

d

]

=
N

Nd − 1

1− f

n
φ

√
N1·N2·N·1N·2

N4
d

=
N

Nd − 1

1− f

n
φ

√
N1·N2·N·1N·2
NdNdNdNd

cov(Ndp̂Ad
, Ndp̂Bd

) =
N

Nd − 1

1− f

n
φ
√

PAd
QAd

PBd
QBd

Selección de la matriz de pesos w

El criterio para la optimalidad del vector de pesos w = (w1, · · · , wp) con∑
wi = 1 es minimizar V (ỹ). Para obtener el extremo, hacemos uso de la

desigualdad generalizada de Cauchy-Schwarz.
LEMMA.

(xy′)2 ≤ (xMx′)(yM−1y′),

donde M es una matriz simétrica definida positiva. La igualdad se mantiene
si y solo si xM = θy, donde θ 6= 0 es un escalar.

Para aplicar el lemma, fijemos e = (1, · · · , 1) y hagamos la correspondencia
x = w, y = e,M = A.

Aśı
1 = (we′)2 ≤ (wAw′)(eA−1e′)

y la igualdad se consigue si y solo si wA = θe o w = θeA−1. Por la restricción
we′ = 1, se sigue que θ = 1/(eA−1e′), y entonces el peso óptimo está dado por

ŵ =
eA−1

eA−1e′
.
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B: Programa en R para los cálculos de las si-

mulaciones

#Población simulada

nsim <- 1000

pop.size1<-c(rep(500,6))

pop.size2<-c(rep(750,6))

pop.size3<-c(rep(1000,6))

pop.size4<-c(rep(1250,6))

pop.size5<-c(rep(1500,6))

pop.size<-c(pop.size1,pop.size2,pop.size3,pop.size4,pop.size5)

(10:39)/41->prop

library(car)

library(MASS)

library(nnet)

library(splines)

library(survival)

x1<-rbinom(pop.size[1],1,prop[1]); y1s<-rbinom(pop.size[1],1,prop[1])

recode(x1, "0=2")->x1r; recode(y1s, "0=2")->y1r; recode(x1*y1s, "2=1; 4=0")->y1

x2<-rbinom(pop.size[2],1,prop[2]); y2s<-rbinom(pop.size[2],1,prop[2])

recode(x2, "0=2")->x2r; recode(y2s, "0=2")->y2r; recode(x2*y2s, "2=1; 4=0")->y2

x3<-rbinom(pop.size[3],1,prop[3]); y3s<-rbinom(pop.size[3],1,prop[3])

recode(x3, "0=2")->x3r; recode(y3s, "0=2")->y3r; recode(x3*y3s, "2=1; 4=0")->y3

x4<-rbinom(pop.size[4],1,prop[4]); y4s<-rbinom(pop.size[4],1,prop[4])

recode(x4, "0=2")->x4r; recode(y4s, "0=2")->y4r; recode(x4*y4s, "2=1; 4=0")->y4

x5<-rbinom(pop.size[5],1,prop[5]); y5s<-rbinom(pop.size[5],1,prop[5])

recode(x5, "0=2")->x5r; recode(y5s, "0=2")->y5r; recode(x5*y5s, "2=1; 4=0")->y5

x6<-rbinom(pop.size[6],1,prop[6]); y6s<-rbinom(pop.size[6],1,prop[6])

recode(x6, "0=2")->x6r; recode(y6s, "0=2")->y6r; recode(x6*y6s, "2=1; 4=0")->y6

x7<-rbinom(pop.size[7],1,prop[7]); y7s<-rbinom(pop.size[7],1,prop[7])

recode(x7, "0=2")->x7r; recode(y7s, "0=2")->y7r; recode(x7*y7s, "2=1; 4=0")->y7

x8<-rbinom(pop.size[8],1,prop[8]); y8s<-rbinom(pop.size[8],1,prop[8])

recode(x8, "0=2")->x8r; recode(y8s, "0=2")->y8r; recode(x8*y8s, "2=1; 4=0")->y8

x9<-rbinom(pop.size[9],1,prop[9]); y9s<-rbinom(pop.size[9],1,prop[9])

recode(x9, "0=2")->x9r; recode(y9s, "0=2")->y9r; recode(x9*y9s, "2=1; 4=0")->y9

x10<-rbinom(pop.size[10],1,prop[10]); y10s<-rbinom(pop.size[10],1,prop[10])

recode(x10, "0=2")->x10r; recode(y10s, "0=2")->y10r; recode(x10*y10s, "2=1; 4=0")->y10

x11<-rbinom(pop.size[11],1,prop[11]); y11s<-rbinom(pop.size[11],1,prop[11])

recode(x11, "0=2")->x11r; recode(y11s, "0=2")->y11r; recode(x11*y11s, "2=1; 4=0")->y11

x12<-rbinom(pop.size[12],1,prop[12]); y12s<-rbinom(pop.size[12],1,prop[12])

recode(x12, "0=2")->x12r; recode(y12s, "0=2")->y12r; recode(x12*y12s, "2=1; 4=0")->y1

x13<-rbinom(pop.size[13],1,prop[13]); y13s<-rbinom(pop.size[13],1,prop[13])

recode(x13, "0=2")->x13r; recode(y13s, "0=2")->y13r; recode(x13*y13s, "2=1; 4=0")->y13

x14<-rbinom(pop.size[14],1,prop[14]); y14s<-rbinom(pop.size[14],1,prop[14])

recode(x14, "0=2")->x14r; recode(y14s, "0=2")->y14r; recode(x14*y14s, "2=1; 4=0")->y14

x15<-rbinom(pop.size[15],1,prop[15]); y15s<-rbinom(pop.size[15],1,prop[15])

recode(x15, "0=2")->x15r; recode(y15s, "0=2")->y15r; recode(x15*y15s, "2=1; 4=0")->y15

x16<-rbinom(pop.size[16],1,prop[16]); y16s<-rbinom(pop.size[16],1,prop[16])

recode(x16, "0=2")->x16r; recode(y16s, "0=2")->y16r; recode(x16*y16s, "2=1; 4=0")->y16

x17<-rbinom(pop.size[17],1,prop[17]); y17s<-rbinom(pop.size[17],1,prop[17])

recode(x17, "0=2")->x17r; recode(y17s, "0=2")->y17r; recode(x17*y17s, "2=1; 4=0")->y17

x18<-rbinom(pop.size[18],1,prop[18]); y18s<-rbinom(pop.size[18],1,prop[18])

recode(x18, "0=2")->x18r; recode(y18s, "0=2")->y18r; recode(x18*y18s, "2=1; 4=0")->y18

x19<-rbinom(pop.size[19],1,prop[19]); y19s<-rbinom(pop.size[19],1,prop[19])

recode(x19, "0=2")->x19r; recode(y19s, "0=2")->y19r; recode(x19*y19s, "2=1; 4=0")->y19

x20<-rbinom(pop.size[20],1,prop[20]); y20s<-rbinom(pop.size[20],1,prop[20])

recode(x20, "0=2")->x20r; recode(y20s, "0=2")->y20r; recode(x20*y20s, "2=1; 4=0")->y20

x21<-rbinom(pop.size[21],1,prop[21]); y21s<-rbinom(pop.size[21],1,prop[21])

recode(x21, "0=2")->x21r; recode(y21s, "0=2")->y21r; recode(x21*y21s, "2=1; 4=0")->y21
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x22<-rbinom(pop.size[22],1,prop[22]); y22s<-rbinom(pop.size[22],1,prop[22])

recode(x22, "0=2")->x22r; recode(y22s, "0=2")->y22r; recode(x22*y22s, "2=1; 4=0")->y22

x23<-rbinom(pop.size[23],1,prop[23]); y23s<-rbinom(pop.size[23],1,prop[23])

recode(x23, "0=2")->x23r; recode(y23s, "0=2")->y23r; recode(x23*y23s, "2=1; 4=0")->y23

x24<-rbinom(pop.size[24],1,prop[24]); y24s<-rbinom(pop.size[24],1,prop[24])

recode(x24, "0=2")->x24r; recode(y24s, "0=2")->y24r; recode(x24*y24s, "2=1; 4=0")->y24

x25<-rbinom(pop.size[25],1,prop[25]); y25s<-rbinom(pop.size[25],1,prop[25])

recode(x25, "0=2")->x25r; recode(y25s, "0=2")->y25r; recode(x25*y25s, "2=1; 4=0")->y25

x26<-rbinom(pop.size[26],1,prop[26]); y26s<-rbinom(pop.size[26],1,prop[26])

recode(x26, "0=2")->x26r; recode(y26s, "0=2")->y26r; recode(x26*y26s, "2=1; 4=0")->y26

x27<-rbinom(pop.size[27],1,prop[27]); y27s<-rbinom(pop.size[27],1,prop[27])

recode(x27, "0=2")->x27r; recode(y27s, "0=2")->y27r; recode(x27*y27s, "2=1; 4=0")->y27

x28<-rbinom(pop.size[28],1,prop[28]); y28s<-rbinom(pop.size[28],1,prop[28])

recode(x28, "0=2")->x28r; recode(y28s, "0=2")->y28r; recode(x28*y28s, "2=1; 4=0")->y28

x29<-rbinom(pop.size[29],1,prop[29]); y29s<-rbinom(pop.size[29],1,prop[29])

recode(x29, "0=2")->x29r; recode(y29s, "0=2")->y29r; recode(x29*y29s, "2=1; 4=0")->y29

x30<-rbinom(pop.size[30],1,prop[30]); y30s<-rbinom(pop.size[30],1,prop[30])

recode(x30, "0=2")->x30r; recode(y30s, "0=2")->y30r; recode(x30*y30s, "2=1; 4=0")->y30

x<-c(x1,x2,x3,x4,x5,x6,x7,x8,x9,x10,x11,x12,x13,x14,x15,x16,x17,x18,x19,x20,x21,x22,x23,

x24,x25,x26,x27,x28,x29,x30)

y<-c(y1,y2,y3,y4,y5,y6,y7,y8,y9,y10,y11,y12,y13,y14,y15,y16,y17,y18,y19,y20,y21,y22,y23,

y24,y25,y26,y27,y28,y29,y30)

id<-seq(1:sum(pop.size))

regioncode<-rep(1:30,pop.size)

pop<-cbind(id,y,x,regioncode)

#Inicializar a cero todos los objetos que serán usados.

tamao.muestra <- array(c(0,0),dim=c(1,30,nsim))

true.mean<-array(c(0,3000),dim=c(1,30,nsim))

true.mean.x<-array(c(0,3000),dim=c(1,30,nsim))

# Estimador directo

direct.estimate<-array(c(0,0),dim=c(1,30,nsim))

direct.estimate.b<-array(c(0,0),dim=c(1,30,nsim))

MSE.direct<-array(c(0,3000),dim=c(1,30,nsim))

varhat.direct.con <- array(c(0,3000),dim=c(1,30,nsim))

varhat.direct.Ucon <- array(c(0,3000),dim=c(1,30,nsim))

bias.direct<-array(c(0,3000),dim=c(1,30,nsim))

# ratio

ratio.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.ratio<-array(c(0,3000),dim=c(1,30,nsim))

varhat.ratio <- array(c(0,3000),dim=c(1,30,nsim))

bias.ratio<-array(c(0,3000),dim=c(1,30,nsim))

# ratio1

ratio1.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.ratio1<-array(c(0,3000),dim=c(1,30,nsim))

varhat.ratio1 <- array(c(0,3000),dim=c(1,30,nsim))

bias.ratio1<-array(c(0,3000),dim=c(1,30,nsim))

# ratio2

ratio2.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.ratio2<-array(c(0,3000),dim=c(1,30,nsim))

varhat.ratio2 <- array(c(0,3000),dim=c(1,30,nsim))

bias.ratio2<-array(c(0,3000),dim=c(1,30,nsim))

# regresion



229

regresion.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.regresion<-array(c(0,3000),dim=c(1,30,nsim))

varhat.regresion <- array(c(0,3000),dim=c(1,30,nsim))

bias.regresion<-array(c(0,3000),dim=c(1,30,nsim))

# regresion1

regresion1.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.regresion1<-array(c(0,3000),dim=c(1,30,nsim))

varhat.regresion1 <- array(c(0,3000),dim=c(1,30,nsim))

bias.regresion1<-array(c(0,3000),dim=c(1,30,nsim))

# regresion2

regresion2.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.regresion2<-array(c(0,3000),dim=c(1,30,nsim))

varhat.regresion2 <- array(c(0,3000),dim=c(1,30,nsim))

bias.regresion2<-array(c(0,3000),dim=c(1,30,nsim))

# diferencia

diferencia.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.diferencia<-array(c(0,3000),dim=c(1,30,nsim))

varhat.diferencia <- array(c(0,3000),dim=c(1,30,nsim))

bias.diferencia<-array(c(0,3000),dim=c(1,30,nsim))

# diferencia1

diferencia1.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.diferencia1<-array(c(0,3000),dim=c(1,30,nsim))

varhat.diferencia1 <- array(c(0,3000),dim=c(1,30,nsim))

bias.diferencia1<-array(c(0,3000),dim=c(1,30,nsim))

# diferencia2

diferencia2.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.diferencia2<-array(c(0,3000),dim=c(1,30,nsim))

varhat.diferencia2 <- array(c(0,3000),dim=c(1,30,nsim))

bias.diferencia2<-array(c(0,3000),dim=c(1,30,nsim))

# cra1 combinado de razón con alfa (directo con dominio)

cra1.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.cra1<-array(c(0,3000),dim=c(1,30,nsim))

varhat.cra1 <- array(c(0,3000),dim=c(1,30,nsim))

bias.cra1<-array(c(0,3000),dim=c(1,30,nsim))

# cra2 combinado de razón con alfa (directo con población)

cra2.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.cra2<-array(c(0,3000),dim=c(1,30,nsim))

varhat.cra2 <- array(c(0,3000),dim=c(1,30,nsim))

bias.cra2<-array(c(0,3000),dim=c(1,30,nsim))

# cra3 combinado de razón con alfa (directo con sintético)

cra3.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.cra3<-array(c(0,3000),dim=c(1,30,nsim))

varhat.cra3 <- array(c(0,3000),dim=c(1,30,nsim))

bias.cra3<-array(c(0,3000),dim=c(1,30,nsim))

# cra4 combinado de razón con alfa (dominio con sintético)

cra4.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.cra4<-array(c(0,3000),dim=c(1,30,nsim))

varhat.cra4 <- array(c(0,3000),dim=c(1,30,nsim))

bias.cra4<-array(c(0,3000),dim=c(1,30,nsim))

# cra5 combinado de razón con alfa (poblaci

on con sintético)

cra5.estimate<-array(c(0,0),dim=c(1,30,nsim))
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MSE.cra5<-array(c(0,3000),dim=c(1,30,nsim))

varhat.cra5 <- array(c(0,3000),dim=c(1,30,nsim))

bias.cra5<-array(c(0,3000),dim=c(1,30,nsim))

# crega1 combinado de razón con alfa (directo con dominio)

crega1.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.crega1<-array(c(0,3000),dim=c(1,30,nsim))

varhat.crega1 <- array(c(0,3000),dim=c(1,30,nsim))

bias.crega1<-array(c(0,3000),dim=c(1,30,nsim))

# crega2 combinado de razón con alfa (directo con población)

crega2.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.crega2<-array(c(0,3000),dim=c(1,30,nsim))

varhat.crega2 <- array(c(0,3000),dim=c(1,30,nsim))

bias.crega2<-array(c(0,3000),dim=c(1,30,nsim))

# crega3 combinado de razón con alfa (directo con sintético)

crega3.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.crega3<-array(c(0,3000),dim=c(1,30,nsim))

varhat.crega3 <- array(c(0,3000),dim=c(1,30,nsim))

bias.crega3<-array(c(0,3000),dim=c(1,30,nsim))

# crega4 combinado de razón con alfa (dominio con sint

etico)

crega4.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.crega4<-array(c(0,3000),dim=c(1,30,nsim))

varhat.crega4 <- array(c(0,3000),dim=c(1,30,nsim))

bias.crega4<-array(c(0,3000),dim=c(1,30,nsim))

# crega5 combinado de razón con alfa (población con sintético)

crega5.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.crega5<-array(c(0,3000),dim=c(1,30,nsim))

varhat.crega5 <- array(c(0,3000),dim=c(1,30,nsim))

bias.crega5<-array(c(0,3000),dim=c(1,30,nsim))

# logistic

TLgreg.estimate<-array(c(0,0),dim=c(1,30,nsim))

logistic.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.logistic<-array(c(0,3000),dim=c(1,30,nsim))

varhat.logistic <- array(c(0,3000),dim=c(1,30,nsim))

bias.logistic<-array(c(0,3000),dim=c(1,30,nsim))

# logistic1

TLgreg.estimate<-array(c(0,0),dim=c(1,30,nsim))

logistic1.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.logistic1<-array(c(0,3000),dim=c(1,30,nsim))

varhat.logistic1 <- array(c(0,3000),dim=c(1,30,nsim))

bias.logistic1<-array(c(0,3000),dim=c(1,30,nsim))

# logistic2

TLgreg.estimate<-array(c(0,0),dim=c(1,30,nsim))

logistic2.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.logistic2<-array(c(0,3000),dim=c(1,30,nsim))

varhat.logistic2 <- array(c(0,3000),dim=c(1,30,nsim))

bias.logistic2<-array(c(0,3000),dim=c(1,30,nsim))

# logistic3

TLgreg.estimate<-array(c(0,0),dim=c(1,30,nsim))

logistic3.estimate<-array(c(0,0),dim=c(1,30,nsim))

MSE.logistic3<-array(c(0,3000),dim=c(1,30,nsim))

varhat.logistic3 <- array(c(0,3000),dim=c(1,30,nsim))

bias.logistic3<-array(c(0,3000),dim=c(1,30,nsim))
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#Generar muestras distintas en cada repetición

sed1<-c(30:32)

sed2<-c(34:38)

sed3<-c(44)

sed4<-c(64:73)

sed5<-c(80:86)

sed6<-c(101:120)

sed7<-c(201:217)

sed8<-c(220:256)

sed<-c(sed1,sed2,sed3,sed4,sed5,sed6,sed7,sed8)

#Designemos por h el ı́ndice de la simulación

n.size<-900

#for(h in 1:nsim){
h<-1

while (h <nsim+1 ) {

#set.seed(sed[h])

s<-sample(id,n.size)

y<-pop[s,2]

x<-pop[s,3]

regioncode<-pop[s,4]

datanew<-cbind(s,y,x,regioncode)

datanew<-datanew[order(datanew[,4]),1:4] #Muestra con la unidad, la y, la x y la región o área

samp.size<-c(table(datanew[,4]))

#Condiciones

prod(aggregate(datanew[,3],list(d2=datanew[,4]),mean)[,2])->propx

prod(aggregate(datanew[,2],list(d2=datanew[,4]),mean)[,2])->propy

prod(1-aggregate(datanew[,3],list(d2=datanew[,4]),mean)[,2])->proqx

prod(1-aggregate(datanew[,2],list(d2=datanew[,4]),mean)[,2])->proqy

# para que ninguna de las proporciones estimadas en las areas sea cero, "propx*propy distinto de

cero"

# para que ninguna de las proporciones estimadas en las areas sea uno, "proqx*proqy distinto de

cero"

if (propx*propy*proqx*proqy==0) {
next

} else

{

#Las verdaderas medias

true.mean[,,h]<-aggregate(pop[,2],list(d2=pop[,4]),mean)[,2]

true.mean.x[,,h]<-aggregate(pop[,3],list(d2=pop[,4]),mean)[,2]

tamao.muestra[,,h]<- as.vector(samp.size)

# Estimadores Propuestos

# 1.Estimador directo

direct.estimate[,,h]<- aggregate(datanew[,2],list(d2=datanew[,4]),mean)[,2] # Ec. (4.9)

# Varianza del estimador directo.

vhat.direct.con <- rep(0,30)

vhat.direct.Ucon <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

Nd <- pop.size[i]

ad <- rep(0,nd)

pad <- mean(datanew[,2][datanew[,4]==i])

ad <- datanew[,2][datanew[,4]==i]

vhat.direct.con[i] <- (1/nd)*(1-n.size/sum(pop.size))*(n.size/(n.size-1))*pad*(1-pad)# Ec. (??)
vhat.direct.Ucon[i] <- (1/nd)*(1-n.size/sum(pop.size))*pad*(1-pad)# Ec. (??)
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}

varhat.direct.con[,,h] <- vhat.direct.con

varhat.direct.Ucon[,,h] <- vhat.direct.Ucon

bias.direct[,,h]<-(direct.estimate[,,h]-true.mean[,,h])

MSE.direct[,,h]<-(direct.estimate[,,h]-true.mean[,,h])2̂

#Informacion auxiliar del atributo B

direct.estimate.b[,,h]<- aggregate(datanew[,3],list(d2=datanew[,4]),mean)[,2] #Medias del atributo

B en la muestra

#2.Estimador de razón (ratio)

ratio.estimate[,,h]<- direct.estimate[,,h]/direct.estimate.b[,,h]*true.mean.x[,,h]# Ec. (4.13)

# Varianza del estimador de razón

vhat.ratio <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

Nd <- pop.size[i]

ad <- rep(0,nd)

pad <- mean(datanew[,2][datanew[,4]==i])

pbd <- mean(datanew[,3][datanew[,4]==i])

Pb <- mean(pop[,3][pop[,4]==i])

ad <- datanew[,2][datanew[,4]==i]

rd <- pad/pbd

phid <- cor(datanew[,2][datanew[,4]==i],datanew[,3][datanew[,4]==i])

vhat.ratio[i] <- (Pb/pbd)2̂*(1/nd)*(1-n.size/sum(pop.size))*(n.size/(n.size-1))*(pad*(1-pad)

+ (rd2̂)*pbd*(1-pbd)-2*rd*phid*sqrt(pad*(1-pad)*pbd*(1-pbd)))# Ec. (4.16)

}

varhat.ratio[,,h] <- vhat.ratio

bias.ratio[,,h]<-(ratio.estimate[,,h]-true.mean[,,h])

MSE.ratio[,,h]<-(ratio.estimate[,,h]-true.mean[,,h])2̂

#3.Estimador de razón1

ratio1.estimate[,,h]<- direct.estimate[,,h]/direct.estimate.b[,,h]*mean(pop[,3])# Ec. (4.18)

# Varianza del estimador de razón1

vhat.ratio1 <- rep(0,30)

vhat.ratio1 <- vhat.ratio

varhat.ratio1[,,h] <- vhat.ratio1

bias.ratio1[,,h]<-(ratio1.estimate[,,h]-true.mean[,,h])

MSE.ratio1[,,h]<-(ratio1.estimate[,,h]-true.mean[,,h])2̂

#4.Estimador de razón sintético

ratio2.estimate[,,h]<- mean(datanew[,2])/mean(datanew[,3])*true.mean.x[,,h]# Ec. (4.26)

# Varianza del estimador de razón sintético

vhat.ratio2 <- rep(0,30)

pa <- mean(datanew[,2])

pb <- mean(datanew[,3])

Pb <- mean(pop[,3][pop[,4]==i])

pbd <- mean(datanew[,3][datanew[,4]==i])

phi <- cor(datanew[,2],datanew[,3])

r <- pad/pbd

const <- (pbd/Pb)2̂*(1/(n.size-1))*(1-n.size/sum(pop.size))*(pa*(1-pa) + (r2̂)*pb*(1-pb)

- 2*r*phi*sqrt(pa*(1-pa)*pb*(1-pb)))# Ec. (4.33)

vhat.ratio2 <- rep(const, 30)

varhat.ratio2[,,h] <- vhat.ratio2
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bias.ratio2[,,h]<-(ratio2.estimate[,,h]-true.mean[,,h])

MSE.ratio2[,,h]<-(ratio2.estimate[,,h]-true.mean[,,h])2̂

#5.Estimador de regresión con información de dominio

#calcular el coeficiente de regresión primero y las demás cantidades

vhat.regresion <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

Nd <- pop.size[i]

ad <- rep(0,nd)

pad <- mean(datanew[,2][datanew[,4]==i])

pbd <- mean(datanew[,3][datanew[,4]==i])

bd <- phid*sqrt(pad*(1-pad)/(pbd*(1-pbd)))

phid <- cor(datanew[,2][datanew[,4]==i],datanew[,3][datanew[,4]==i])

vhat.regresion[i] <- (1/nd)*(1-n.size/sum(pop.size))*pad*(1-pad)*(1-phid2̂)# Ec. (4.93)

}

regresion.estimate[,,h]<- direct.estimate[,,h] + bd*(true.mean.x[,,h] - direct.estimate.b[,,h])#

Ec. (4.89)

# Varianza del estimador de regresión

varhat.regresion[,,h] <- vhat.regresion

bias.regresion[,,h]<-(regresion.estimate[,,h]-true.mean[,,h])

MSE.regresion[,,h]<-(regresion.estimate[,,h]-true.mean[,,h])2̂

#6.Estimador de regresión1 con información poblacional

regresion1.estimate[,,h]<- direct.estimate[,,h] + bd*(mean(pop[,3]) - direct.estimate.b[,,h])#

Ec. (4.99)

# Varianza del estimador de regresión1

vhat.regresion1 <- rep(0,30)

vhat.regresion1 <- vhat.regresion

varhat.regresion1[,,h] <- vhat.regresion1

bias.regresion1[,,h]<-(regresion1.estimate[,,h]-true.mean[,,h])

MSE.regresion1[,,h]<-(regresion1.estimate[,,h]-true.mean[,,h])2̂

#7.Estimador de regresión2 sintético

pa <- mean(datanew[,2])

pb <- mean(datanew[,3])

phi <- cor(datanew[,2],datanew[,3])

b <- phi*sqrt(pa*(1-pa)/(pb*(1-pb)))

regresion2.estimate[,,h]<- pa + b*(true.mean.x[,,h] - pb)# Ec. (4.108)

# Varianza del estimador de regresión2

vhat.regresion2 <- rep(0,30)

const2 <- (1/(n.size-1))*(1-n.size/sum(pop.size))*pa*(1-pa)*(1-phi2̂)# Ec. (4.110)

vhat.regresion2 <- rep(const2, 30)

varhat.regresion2[,,h] <- vhat.regresion2

bias.regresion2[,,h]<-(regresion2.estimate[,,h]-true.mean[,,h])

MSE.regresion2[,,h]<-(regresion2.estimate[,,h]-true.mean[,,h])2̂

# 8.Estimador de diferencia con información de dominio

# calcular el coeficiente de diferencia primero y las demás cantidades

vhat.diferencia <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

Nd <- pop.size[i]

ad <- rep(0,nd)

pad <- mean(datanew[,2][datanew[,4]==i])

pbd <- mean(datanew[,3][datanew[,4]==i])

phid <- cor(datanew[,2][datanew[,4]==i],datanew[,3][datanew[,4]==i])

vhat.diferencia[i] <- (1/nd)*(1-n.size/sum(pop.size))*(pad*(1-pad) + pbd*(1-pbd)
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-2*phid*sqrt(pad*(1-pad)*pbd*(1-pbd)))# Ec. (4.105)

}
diferencia.estimate[,,h]<- direct.estimate[,,h] + (true.mean.x[,,h] - direct.estimate.b[,,h])#

Ec. (4.101)

# Varianza del estimador de diferencia

varhat.diferencia[,,h] <- vhat.diferencia

bias.diferencia[,,h]<-(diferencia.estimate[,,h]-true.mean[,,h])

MSE.diferencia[,,h]<-(diferencia.estimate[,,h]-true.mean[,,h])2̂

#9. Estimador de diferencia1 con información poblacional

diferencia1.estimate[,,h]<- direct.estimate[,,h] + (mean(pop[,3]) - direct.estimate.b[,,h])# Ec.

(4.102)

# Varianza del estimador de diferencia1

vhat.diferencia1 <- rep(0,30)

vhat.diferencia1 <- vhat.diferencia

varhat.diferencia1[,,h] <- vhat.diferencia1

bias.diferencia1[,,h]<-(diferencia1.estimate[,,h]-true.mean[,,h])

MSE.diferencia1[,,h]<-(diferencia1.estimate[,,h]-true.mean[,,h])2̂

#10. Estimador de diferencia2 sintético

pa <- mean(datanew[,2])

pb <- mean(datanew[,3])

phi <- cor(datanew[,2],datanew[,3])

diferencia2.estimate[,,h]<- pa + (true.mean.x[,,h] - pb)# Ec. (4.103)

# Varianza del estimador de diferencia2 sintético

vhat.diferencia2 <- rep(0,30)

const2 <- (1/nd)*(1-n.size/sum(pop.size))*(pa*(1-pa) + pb*(1-pb) -2*phi*sqrt(pa*(1-pa)*pb*(1-pb)))#

Ec. (4.107)

vhat.diferencia2 <- rep(const2, 30)

varhat.diferencia2[,,h] <- vhat.diferencia2 #este es el (22)

bias.diferencia2[,,h]<-(diferencia2.estimate[,,h]-true.mean[,,h])

MSE.diferencia2[,,h]<-(diferencia2.estimate[,,h]-true.mean[,,h])2̂

# 11. Estimador combinado de razón con alfa (directo con Razón dominio)

#calcular el coeficiente de cra1

alfa.cra1 <- rep(0,30)

alfa.cra1 <- vhat.ratio/(vhat.direct.Ucon+vhat.ratio)# Ec. (4.52)

vhat.cra1 <- rep(0,30)

vhat.cra1 <- (vhat.ratio*vhat.direct.Ucon)/(vhat.direct.Ucon+vhat.ratio)

cra1.estimate [,,h]<- alfa.cra1*direct.estimate[,,h] + (1-alfa.cra1)*ratio.estimate[,,h] # Ec.
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(4.50)

# Varianza del estimador - cra1

varhat.cra1[,,h] <- vhat.cra1

bias.cra1[,,h]<-(cra1.estimate[,,h]-true.mean[,,h])

MSE.cra1[,,h]<-(cra1.estimate[,,h]-true.mean[,,h])2̂

# 12. Estimador combinado de razón con alfa (directo con razón población)

# calcular el coeficiente de cra2

alfa.cra2 <- rep(0,30)

alfa.cra2 <- vhat.ratio1/(vhat.direct.Ucon+vhat.ratio1)# Ec. (4.56)

vhat.cra2 <- rep(0,30)

vhat.cra2 <- (vhat.ratio1*vhat.direct.Ucon)/(vhat.direct.Ucon+vhat.ratio1)

cra2.estimate [,,h]<- alfa.cra2*direct.estimate[,,h] + (1-alfa.cra2)*ratio1.estimate[,,h] # Ec.

(4.54)

# Varianza del estimador - cra2

varhat.cra2[,,h] <- vhat.cra2

bias.cra2[,,h]<-(cra2.estimate[,,h]-true.mean[,,h])

MSE.cra2[,,h]<-(cra2.estimate[,,h]-true.mean[,,h])2̂

#13. Estimador combinado de razón con alfa (directo con razón sintético)

#calculo el coeficiente de cra3 primero y ya que estamos en el for todo lo demás

alfa.cra3 <- rep(0,30)

alfa.cra3 <- vhat.ratio2/(vhat.direct.Ucon+vhat.ratio2)# Ec. (4.60)

vhat.cra3 <- rep(0,30)

vhat.cra3 <- (vhat.ratio2*vhat.direct.Ucon)/(vhat.direct.Ucon+vhat.ratio2)

cra3.estimate [,,h]<- alfa.cra3*direct.estimate[,,h] + (1-alfa.cra3)*ratio2.estimate[,,h] # Ec.

(4.58)

# Varianza del estimador - cra3

varhat.cra3[,,h] <- vhat.cra3

bias.cra3[,,h]<-(cra3.estimate[,,h]-true.mean[,,h])

MSE.cra3[,,h]<-(cra3.estimate[,,h]-true.mean[,,h])2̂

#14. Estimador combinado de razón con alfa (razón de dominio con razón sintético)

#calcular el coeficiente de cra4

alfa.cra4 <- rep(0,30)

alfa.cra4 <- vhat.ratio2/(vhat.ratio+vhat.ratio2)# Ec. (4.64)

vhat.cra4 <- rep(0,30)
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vhat.cra4 <- (vhat.ratio2*vhat.ratio)/(vhat.ratio+vhat.ratio2)

cra4.estimate [,,h]<- alfa.cra4*ratio.estimate[,,h]+ (1-alfa.cra4)*ratio2.estimate[,,h] # Ec. (4.62)

# Varianza del estimador - cra4

varhat.cra4[,,h] <- vhat.cra4

bias.cra4[,,h]<-(cra4.estimate[,,h]-true.mean[,,h])

MSE.cra4[,,h]<-(cra4.estimate[,,h]-true.mean[,,h])2̂

#15. Estimador combinado de razón con alfa (razón población con razón sintético)

#calcular el coeficiente de cra5

alfa.cra5 <- rep(0,30)

alfa.cra5 <- vhat.ratio2/(vhat.ratio1+vhat.ratio2)# Ec. (4.68)

vhat.cra5 <- rep(0,30)

vhat.cra5 <- (vhat.ratio2*vhat.ratio1)/(vhat.ratio1+vhat.ratio2)

cra5.estimate [,,h]<- alfa.cra5*ratio1.estimate[,,h]+ (1-alfa.cra5)*ratio2.estimate[,,h] # Ec.

(4.66)

# Varianza del estimador - cra5

varhat.cra5[,,h] <- vhat.cra5

bias.cra5[,,h]<-(cra5.estimate[,,h]-true.mean[,,h])

MSE.cra5[,,h]<-(cra5.estimate[,,h]-true.mean[,,h])2̂

#16. Estimador combinado de regresión con alfa (directo con regresión dominio)

#calcular el coeficiente de crega1

alfa.crega1 <- rep(0,30)

alfa.crega1 <- vhat.regresión/(vhat.direct.Ucon+vhat.regresión)# Ec. (4.118)

vhat.crega1 <- rep(0,30)

vhat.crega1 <- (vhat.regresión*vhat.direct.Ucon)/(vhat.direct.Ucon+vhat.regresión)

crega1.estimate [,,h]<- alfa.crega1*direct.estimate[,,h] + (1-alfa.crega1)*regresión.estimate[,,h]

# Ec. (4.117)

# Varianza del estimador - crega1

varhat.crega1[,,h] <- vhat.crega1

bias.crega1[,,h]<-(crega1.estimate[,,h]-true.mean[,,h])

MSE.crega1[,,h]<-(crega1.estimate[,,h]-true.mean[,,h])2̂

#17. Estimador combinado de regresión con alfa (directo con regresión población)

#calcular el coeficiente de crega2

alfa.crega2 <- rep(0,30)

alfa.crega2 <- vhat.regresión1/(vhat.direct.Ucon+vhat.regresión1)# Ec. (4.120)

vhat.crega2 <- rep(0,30)
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vhat.crega2 <- (vhat.regresión1*vhat.direct.Ucon)/(vhat.direct.Ucon+vhat.regresión1)

crega2.estimate [,,h]<- alfa.crega2*direct.estimate[,,h] + (1-alfa.crega2)*regresión1.estimate[,,h]

# Ec. (4.119)

# Varianza del estimador - crega2

varhat.crega2[,,h] <- vhat.crega2

bias.crega2[,,h]<-(crega2.estimate[,,h]-true.mean[,,h])

MSE.crega2[,,h]<-(crega2.estimate[,,h]-true.mean[,,h])2̂

#18. Estimador combinado de regresión con alfa (directo con regresión sintético)

#calcular el coeficiente de crega3

alfa.crega3 <- rep(0,30)

alfa.crega3 <- vhat.regresión2/(vhat.direct.Ucon+vhat.regresión2)# Ec. (4.122)

vhat.crega3 <- rep(0,30)

vhat.crega3 <- (vhat.regresión2*vhat.direct.Ucon)/(vhat.direct.Ucon+vhat.regresión2)

crega3.estimate [,,h]<- alfa.crega3*direct.estimate[,,h] + (1-alfa.crega3)*regresión2.estimate[,,h]

# Ec. (4.121)

# Varianza del estimador - crega3

varhat.crega3[,,h] <- vhat.crega3

bias.crega3[,,h]<-(crega3.estimate[,,h]-true.mean[,,h])

MSE.crega3[,,h]<-(crega3.estimate[,,h]-true.mean[,,h])2̂

#19. Estimador combinado de regresión con alfa (regresión dominio con regresión sintético)

#calcular el coeficiente de crega4

alfa.crega4 <- rep(0,30)

alfa.crega4 <- vhat.regresión2/(vhat.regresión+vhat.regresión2)# Ec. (4.124)

vhat.crega4 <- rep(0,30)

vhat.crega4 <- (vhat.regresión2*vhat.regresión)/(vhat.regresión+vhat.regresión2)

crega4.estimate [,,h]<- alfa.crega4*regresión.estimate[,,h]+ (1-alfa.crega4)*regresión2.estimate[,,h]

# Ec. (4.123)

# Varianza del estimador - crega4

varhat.crega4[,,h] <- vhat.crega4

bias.crega4[,,h]<-(crega4.estimate[,,h]-true.mean[,,h])

MSE.crega4[,,h]<-(crega4.estimate[,,h]-true.mean[,,h])2̂

#20. Estimador combinado de regresión con alfa (regresión población con regresión sintético)

#calcular el coeficiente de crega1

alfa.crega5 <- rep(0,30)

alfa.crega5 <- vhat.regresión2/(vhat.regresión1+vhat.regresión2)# Ec. (4.126)
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vhat.crega5 <- rep(0,30)

vhat.crega5 <- (vhat.regresión2*vhat.regresión1)/(vhat.regresión1+vhat.regresión2)

crega5.estimate [,,h]<- alfa.crega5*regresión1.estimate[,,h]+ (1-alfa.crega5)*regresión2.estimate[,,h]

# Ec. (4.125)

# Varianza del estimador - crega5

varhat.crega5[,,h] <- vhat.crega5

bias.crega5[,,h]<-(crega5.estimate[,,h]-true.mean[,,h])

MSE.crega5[,,h]<-(crega5.estimate[,,h]-true.mean[,,h])2̂

#21. Estimador logistic con información poblacional completa para estimar β

reg<-lm(pop[s,2]∼-1+pop[s,3]) #regresión con la muestra completa por el origen

Betahat<-reg$coef

# Varianza del estimador - logistic

logistic <- rep(0,30)

vhat.logistic <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

ysd <- datanew[,2][datanew[,4]==i]

xsd <- datanew[,3][datanew[,4]==i]

xUd <- pop[,3][datanew[,4]==i]

etahat.Ud <- t(xUd)*Betahat

yhat.Ud <- exp(etahat.Ud)/(1+exp(etahat.Ud))

pud <- mean(yhat.Ud)

etahat.sd <- t(xsd)*Betahat

yhat.sd <- exp(etahat.sd)/(1+exp(etahat.sd))

psd <- mean(yhat.sd)

logistic[i] <- sum(yhat.Ud) + (sum(pop.size)/n.size)*(sum(ysd)- sum(yhat.sd))

logistic[i] <- (1/nd)*(n.size/sum(pop.size))*logistic[i]

vhat.logistic[i] <- (1/nd)*(1-n.size/sum(pop.size))*(n.size/(n.size-1))*pad*(1-pad)

}
logistic.estimate[,,h]<- logistic

varhat.logistic[,,h] <- vhat.logistic

bias.logistic[,,h]<-(logistic.estimate[,,h]-true.mean[,,h])

MSE.logistic[,,h]<-(logistic.estimate[,,h]-true.mean[,,h])2̂

#22. Estimador logistic1

#reg<-lm(pop[s,2]∼-1+pop[s,3]) #regresión con la muestra completa por el origen

# Varianza del estimador - logistic1
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reg.d<-rep(0,30)

logistic1 <- rep(0,30)

vhat.logistic1 <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

ysd <- datanew[,2][datanew[,4]==i]

xsd <- datanew[,3][datanew[,4]==i]

reg.d <- lm(ysd∼-1+xsd) #regresión con la muestra en el dominio por el origen

Betahat.d <- reg.d$coef

xUd <- pop[,3][datanew[,4]==i]

etahat.Ud <- t(xUd)*Betahat.d

yhat.Ud <- exp(etahat.Ud)/(1+exp(etahat.Ud))

pud <- mean(yhat.Ud)

etahat.sd <- t(xsd)*Betahat.d

yhat.sd <- exp(etahat.sd)/(1+exp(etahat.sd))

psd <- mean(yhat.sd)

logistic1[i] <- sum(yhat.Ud) + (sum(pop.size)/n.size)*(sum(ysd)- sum(yhat.sd))

logistic1[i] <- (1/nd)*(n.size/sum(pop.size))*logistic1[i]

vhat.logistic1[i] <- (1/nd)*(1-n.size/sum(pop.size))*(n.size/(n.size-1))*pad*(1-pad)

}
logistic1.estimate[,,h]<- logistic1

varhat.logistic1[,,h] <- vhat.logistic1

bias.logistic1[,,h]<-(logistic1.estimate[,,h]-true.mean[,,h])

MSE.logistic1[,,h]<-(logistic1.estimate[,,h]-true.mean[,,h])2̂

#23. Estimador logistic2

#reg<-lm(pop[s,2]∼-1+pop[s,3]) #regresión con la muestra completa por el origen

# Varianza del estimador - logistic2

reg.d<-rep(0,30)

logistic2 <- rep(0,30)

vhat.logistic2 <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

ysd <- datanew[,2][datanew[,4]==i]

xsd <- datanew[,3][datanew[,4]==i]

reg.d <- glm(ysd∼-1+xsd, family=binomial("logit")) #regresión con la muestra en el dominio por

el origen

Betahat.d <- reg.d$coef
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xUd <- pop[,3][datanew[,4]==i]

etahat.Ud <- t(xUd)*Betahat.d

yhat.Ud <- exp(etahat.Ud)/(1+exp(etahat.Ud))

pud <- mean(yhat.Ud)

etahat.sd <- t(xsd)*Betahat.d

yhat.sd <- exp(etahat.sd)/(1+exp(etahat.sd))

psd <- mean(yhat.sd)

logistic2[i] <- sum(yhat.Ud) + (sum(pop.size)/n.size)*(sum(ysd)- sum(yhat.sd))

logistic2[i] <- (1/nd)*(n.size/sum(pop.size))*logistic2[i]

vhat.logistic2[i] <- (1/nd)*(1-n.size/sum(pop.size))*(n.size/(n.size-1))*pad*(1-pad)

}
logistic2.estimate[,,h]<- logistic2

varhat.logistic2[,,h] <- vhat.logistic2

bias.logistic2[,,h]<-(logistic2.estimate[,,h]-true.mean[,,h])

MSE.logistic2[,,h]<-(logistic2.estimate[,,h]-true.mean[,,h])2̂

#24. Estimador logistic3

reg<-glm(pop[s,2]∼-1+pop[s,3],family=binomial("logit")) #regresión con la muestra completa por

el origen

Betahat<-reg$coef

# Varianza del estimador - logistic3

logistic3 <- rep(0,30)

vhat.logistic3 <- rep(0,30)

for(i in 1:30){
nd <- samp.size[i]

ysd <- datanew[,2][datanew[,4]==i]

xsd <- datanew[,3][datanew[,4]==i]

xUd <- pop[,3][datanew[,4]==i]

etahat.Ud <- t(xUd)*Betahat

yhat.Ud <- exp(etahat.Ud)/(1+exp(etahat.Ud))

pud <- mean(yhat.Ud)

etahat.sd <- t(xsd)*Betahat

yhat.sd <- exp(etahat.sd)/(1+exp(etahat.sd))

psd <- mean(yhat.sd)

logistic3[i] <- sum(yhat.Ud) + (sum(pop.size)/n.size)*(sum(ysd)- sum(yhat.sd))

logistic3[i] <- (1/nd)*(n.size/sum(pop.size))*logistic3[i]

vhat.logistic3[i] <- (1/nd)*(1-n.size/sum(pop.size))*(n.size/(n.size-1))*pad*(1-pad)

}
logistic3.estimate[,,h]<- logistic3
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varhat.logistic3[,,h] <- vhat.logistic3

bias.logistic3[,,h]<-(logistic3.estimate[,,h]-true.mean[,,h])

MSE.logistic3[,,h]<-(logistic3.estimate[,,h]-true.mean[,,h])2̂

#Para ver en pantalla el número de simulaciones

print(h)

h<- h+1

} #Fin del else de las condiciones

} #Fin del for de las simulaciones en el ı́ndice h

#Cálculos

m.tamao<- apply(tamao.muestra[,,1:nsim],1,mean)#Tama~no muestral medio

# Estimador directo

m.direct<-apply(direct.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.direct<-apply(bias.direct[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.direct<-sqrt(apply(MSE.direct[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.direct <- sqrt(apply(varhat.direct.con[,,1:nsim],1,mean))

rmean.MSE.direct.U <- sqrt(apply(varhat.direct.Ucon[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

# ratio

m.ratio<-apply(ratio.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.ratio<-apply(bias.ratio[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.ratio<-sqrt(apply(MSE.ratio[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.ratio <- sqrt(apply(varhat.ratio.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#ratio1

m.ratio1<-apply(ratio1.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.ratio1<-apply(bias.ratio1[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.ratio1<-sqrt(apply(MSE.ratio1[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.ratio1 <- sqrt(apply(varhat.ratio1.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#ratio2

m.ratio2<-apply(ratio2.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.ratio2<-apply(bias.ratio2[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.ratio2<-sqrt(apply(MSE.ratio2[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre
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las simulaciones(empı́ricos)

rmean.MSE.ratio2 <- sqrt(apply(varhat.ratio2.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#regresion

m.regresion<-apply(regresion.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.regresion<-apply(bias.regresion[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.regresion<-sqrt(apply(MSE.regresion[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del

MSE sobre las simulaciones(empı́ricos)

rmean.MSE.regresion <- sqrt(apply(varhat.regresion.con[,,1:nsim],1,mean))# Raź cuadrada de los

promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#regresion1

m.regresion1<-apply(regresion1.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.regresion1<-apply(bias.regresion1[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.regresion1<-sqrt(apply(MSE.regresion1[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del

MSE sobre las simulaciones(empı́ricos)

rmean.MSE.regresion1 <- sqrt(apply(varhat.regresion1.con[,,1:nsim],1,mean))# Raź cuadrada de los

promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#regresion2

m.regresion2<-apply(regresion2.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.regresion2<-apply(bias.regresion2[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.regresion2<-sqrt(apply(MSE.regresion2[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del

MSE sobre las simulaciones(empı́ricos)

rmean.MSE.regresion2 <- sqrt(apply(varhat.regresion2.con[,,1:nsim],1,mean))# Raź cuadrada de los

promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#diferencia

m.diferencia<-apply(diferencia.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.diferencia<-apply(bias.diferencia[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.diferencia<-sqrt(apply(MSE.diferencia[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del

MSE sobre las simulaciones(empı́ricos)

rmean.MSE.diferencia <- sqrt(apply(varhat.diferencia.con[,,1:nsim],1,mean))# Raź cuadrada de los

promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#diferencia1

m.diferencia1<-apply(diferencia1.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.diferencia1<-apply(bias.diferencia1[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.diferencia1<-sqrt(apply(MSE.diferencia1[,,1:nsim],1,mean)) # Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos)
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rmean.MSE.diferencia1 <- sqrt(apply(varhat.diferencia1.con[,,1:nsim],1,mean))# Raź cuadrada de

los promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#diferencia2

m.diferencia2<-apply(diferencia2.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.diferencia2<-apply(bias.diferencia2[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.diferencia2<-sqrt(apply(MSE.diferencia2[,,1:nsim],1,mean)) # Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos)

rmean.MSE.diferencia2 <- sqrt(apply(varhat.diferencia2.con[,,1:nsim],1,mean))# Raź cuadrada de

los promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#cra1

m.cra1<-apply(cra1.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.cra1<-apply(bias.cra1[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.cra1<-sqrt(apply(MSE.cra1[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.cra1 <- sqrt(apply(varhat.cra1.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#cra2

m.cra2<-apply(cra2.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.cra2<-apply(bias.cra2[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.cra2<-sqrt(apply(MSE.cra2[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.cra2 <- sqrt(apply(varhat.cra2.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#cra3

m.cra3<-apply(cra3.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.cra3<-apply(bias.cra3[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.cra3<-sqrt(apply(MSE.cra3[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.cra3 <- sqrt(apply(varhat.cra3.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#cra4

m.cra4<-apply(cra4.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.cra4<-apply(bias.cra4[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.cra4<-sqrt(apply(MSE.cra4[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.cra4 <- sqrt(apply(varhat.cra4.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios
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del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#cra5

m.cra5<-apply(cra5.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.cra5<-apply(bias.cra5[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.cra5<-sqrt(apply(MSE.cra5[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.cra5 <- sqrt(apply(varhat.cra5.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#crega1

m.crega1<-apply(crega1.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.crega1<-apply(bias.crega1[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.crega1<-sqrt(apply(MSE.crega1[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.crega1 <- sqrt(apply(varhat.crega1.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#crega2

m.crega2<-apply(crega2.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.crega2<-apply(bias.crega2[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.crega2<-sqrt(apply(MSE.crega2[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.crega2 <- sqrt(apply(varhat.crega2.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#crega3

m.crega3<-apply(crega3.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.crega3<-apply(bias.crega3[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.crega3<-sqrt(apply(MSE.crega3[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.crega3 <- sqrt(apply(varhat.crega3.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#crega4

m.crega4<-apply(crega4.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.crega4<-apply(bias.crega4[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.crega4<-sqrt(apply(MSE.crega4[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.crega4 <- sqrt(apply(varhat.crega4.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.
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#crega5

m.crega5<-apply(crega5.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.crega5<-apply(bias.crega5[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.crega5<-sqrt(apply(MSE.crega5[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE sobre

las simulaciones(empı́ricos)

rmean.MSE.crega5 <- sqrt(apply(varhat.crega5.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#logistic

m.logistic<-apply(logistic.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.logistic<-apply(bias.logistic[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.logistic<-sqrt(apply(MSE.logistic[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del MSE

sobre las simulaciones(empı́ricos)

rmean.MSE.logistic <- sqrt(apply(varhat.logistic.con[,,1:nsim],1,mean))# Raź cuadrada de los promedios

del MSE sobre las simulaciones(empı́ricos)

# usando estimadores de la varianza.

#logistic1

m.logistic1<-apply(logistic1.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.logistic1<-apply(bias.logistic1[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.logistic1<-sqrt(apply(MSE.logistic1[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del

MSE sobre las simulaciones(empı́ricos)

rmean.MSE.logistic1 <- sqrt(apply(varhat.logistic1.con[,,1:nsim],1,mean))# Raź cuadrada de los

promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#logistic2

m.logistic2<-apply(logistic2.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.logistic2<-apply(bias.logistic2[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.logistic2<-sqrt(apply(MSE.logistic2[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del

MSE sobre las simulaciones(empı́ricos)

rmean.MSE.logistic2 <- sqrt(apply(varhat.logistic2.con[,,1:nsim],1,mean))# Raź cuadrada de los

promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.

#logistic3

m.logistic3<-apply(logistic3.estimate[,,1:nsim],1,mean)# Proporciones medias sobre las simulaciones

b.logistic3<-apply(bias.logistic3[,,1:nsim],1,mean)# Sesgo medio sobre las simulaciones

mse.logistic3<-sqrt(apply(MSE.logistic3[,,1:nsim],1,mean)) # Raź cuadrada de los promedios del

MSE sobre las simulaciones(empı́ricos)

rmean.MSE.logistic3 <- sqrt(apply(varhat.logistic3.con[,,1:nsim],1,mean))# Raź cuadrada de los

promedios del MSE sobre las simulaciones(empı́ricos) usando estimadores de la varianza.
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# Generación de tablas.

area.ID <- c(1:30)

corre<- rep(0,30)

corre<- c(cor(x1,y1),cor(x2,y2),cor(x3,y3),cor(x4,y4),cor(x5,y5),cor(x6,y6),cor(x7,y7),

cor(x8,y8),cor(x9,y9),cor(x10,y10), cor(x11,y11), cor(x12,y12), cor(x13,y13),cor(x14,y14),

cor(x15,y15),cor(x16,y16),cor(x17,y17),cor(x18,y18), cor(x19,y19),cor(x20,y20),cor(x21,y21),

cor(x22,y22),cor(x23,y23), cor(x24,y24),cor(x25,y25),cor(x26,y26),cor(x27,y27), cor(x28,y28),

cor(x29,y29),cor(x30,y30))

Pa<- true.mean[,,1]

Pb<- true.mean.x[,,1]

#De información general de la población simulada.

table.infor <- cbind(pop.size, area.ID, m.tamao)

table.infor <- table.infor[order(table.infor[,1]),1:3]

medias <- c(mean(pop.size), NA, mean(m.tamao), mean(pop[,2]),mean(pop[,3]),cor(pop[,2],pop[,3]))

table.infor <- cbind(table.infor,Pa,Pb,corre)

table.infor <- rbind(table.infor,medias)

table.infor

#direct

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.direct,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.direct,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.direct,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.direct,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.direct <- cbind(pop.size, area.ID, m.direct, b.direct, mse.direct, rmean.MSE.direct)

table.direct <- table.direct[order(table.direct[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.direct), mean(b.direct), mean(mse.direct), mean(rmean.MSE.direct))

table.direct <- rbind(table.direct,medias)

table.direct <- rbind(table.direct,medias.grupo)

#ratio

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]
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c(0,0,0)->medias.grupo[,2]

aggregate(m.ratio,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.ratio,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.ratio,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.ratio,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.ratio <- cbind(pop.size, area.ID, m.ratio, b.ratio, mse.ratio, rmean.MSE.ratio)

table.ratio <- table.ratio[order(table.ratio[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.ratio), mean(b.ratio), mean(mse.ratio), mean(rmean.MSE.ratio))

table.ratio <- rbind(table.ratio,medias)

table.ratio <- rbind(table.ratio,medias.grupo)

#ratio1

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.ratio1,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.ratio1,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.ratio1,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.ratio1,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.ratio1 <- cbind(pop.size, area.ID, m.ratio1, b.ratio1, mse.ratio1, rmean.MSE.ratio1)

table.ratio1 <- table.ratio1[order(table.ratio1[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.ratio1), mean(b.ratio1), mean(mse.ratio1), mean(rmean.MSE.ratio1))

table.ratio1 <- rbind(table.ratio1,medias)

table.ratio1 <- rbind(table.ratio1,medias.grupo)

#ratio2

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.ratio2,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.ratio2,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.ratio2,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.ratio2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.ratio2 <- cbind(pop.size, area.ID, m.ratio2, b.ratio2, mse.ratio2, rmean.MSE.ratio2)

table.ratio2 <- table.ratio2[order(table.ratio2[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.ratio2), mean(b.ratio2), mean(mse.ratio2), mean(rmean.MSE.ratio2))

table.ratio2 <- rbind(table.ratio2,medias)
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table.ratio2 <- rbind(table.ratio2,medias.grupo)

#regresion

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.regresion,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.regresion,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.regresion,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.regresion,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.regresion <- cbind(pop.size, area.ID, m.regresion, b.regresion, mse.regresion, rmean.MSE.regresion)

table.regresion <- table.regresion[order(table.regresion[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.regresion), mean(b.regresion), mean(mse.regresion),

mean(rmean.MSE.regresion))

table.regresion <- rbind(table.regresion,medias)

table.regresion <- rbind(table.regresion,medias.grupo)

#regresion1

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.regresion1,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.regresion1,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.regresion1,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.regresion1,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.regresion1 <- cbind(pop.size, area.ID, m.regresion1, b.regresion1, mse.regresion1,

rmean.MSE.regresion1)

table.regresion1 <- table.regresion1[order(table.regresion1[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.regresion1), mean(b.regresion1),

mean(mse.regresion1), mean(rmean.MSE.regresion1))

table.regresion1 <- rbind(table.regresion1,medias)

table.regresion1 <- rbind(table.regresion1,medias.grupo)

#regresion2

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap
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aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.regresion2,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.regresion2,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.regresion2,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.regresion2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.regresion2 <- cbind(pop.size, area.ID, m.regresion2, b.regresion2, mse.regresion2,

rmean.MSE.regresion2)

table.regresion2 <- table.regresion2[order(table.regresion2[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.regresion2), mean(b.regresion2), mean(mse.regresion2),

mean(rmean.MSE.regresion2))

table.regresion2 <- rbind(table.regresion2,medias)

table.regresion2 <- rbind(table.regresion2,medias.grupo)

#diferencia

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.diferencia,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.diferencia,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.diferencia,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.diferencia,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.diferencia <- cbind(pop.size, area.ID, m.diferencia, b.diferencia, mse.diferencia,

rmean.MSE.diferencia)

table.diferencia <- table.diferencia[order(table.diferencia[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.diferencia), mean(b.diferencia), mean(mse.diferencia),

mean(rmean.MSE.diferencia))

table.diferencia <- rbind(table.diferencia,medias)

table.diferencia <- rbind(table.diferencia,medias.grupo)

#diferencia1

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.diferencia1,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.diferencia1,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.diferencia1,list(d2=tamap),mean)[,2]->medias.grupo[,5]
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aggregate(rmean.MSE.diferencia1,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.diferencia1 <- cbind(pop.size, area.ID, m.diferencia1, b.diferencia1, mse.diferencia1,

rmean.MSE.diferencia1)

table.diferencia1 <- table.diferencia1[order(table.diferencia1[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.diferencia1), mean(b.diferencia1), mean(mse.diferencia1),

mean(rmean.MSE.diferencia1))

table.diferencia1 <- rbind(table.diferencia1,medias)

table.diferencia1 <- rbind(table.diferencia1,medias.grupo)

#diferencia2

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.diferencia2,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.diferencia2,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.diferencia2,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.diferencia2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.diferencia2 <- cbind(pop.size, area.ID, m.diferencia2, b.diferencia2, mse.diferencia2,

rmean.MSE.diferencia2)

table.diferencia2 <- table.diferencia2[order(table.diferencia2[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.diferencia2), mean(b.diferencia2), mean(mse.diferencia2),

mean(rmean.MSE.diferencia2))

table.diferencia2 <- rbind(table.diferencia2,medias)

table.diferencia2 <- rbind(table.diferencia2,medias.grupo)

#cra1

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.cra1,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.cra1,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.cra1,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.cra1,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.cra1 <- cbind(pop.size, area.ID, m.cra1, b.cra1, mse.cra1, rmean.MSE.cra1)

table.cra1 <- table.cra1[order(table.cra1[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.cra1), mean(b.cra1), mean(mse.cra1), mean(rmean.MSE.cra1))

table.cra1 <- rbind(table.cra1,medias)
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table.cra1 <- rbind(table.cra1,medias.grupo)

#cra2

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.cra2,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.cra2,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.cra2,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.cra2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.cra2 <- cbind(pop.size, area.ID, m.cra2, b.cra2, mse.cra2, rmean.MSE.cra2)

table.cra2 <- table.cra2[order(table.cra2[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.cra2), mean(b.cra2), mean(mse.cra2), mean(rmean.MSE.cra2))

table.cra2 <- rbind(table.cra2,medias)

table.cra2 <- rbind(table.cra2,medias.grupo)

#cra3

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.cra3,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.cra3,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.cra3,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.cra3,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.cra3 <- cbind(pop.size, area.ID, m.cra3, b.cra3, mse.cra3, rmean.MSE.cra3)

table.cra3 <- table.cra3[order(table.cra3[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.cra3), mean(b.cra3), mean(mse.cra3), mean(rmean.MSE.cra3))

table.cra3 <- rbind(table.cra3,medias)

table.cra3 <- rbind(table.cra3,medias.grupo)

#cra4

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.cra4,list(d2=tamap),mean)[,2]->medias.grupo[,3]
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aggregate(b.cra4,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.cra4,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.cra4,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.cra4 <- cbind(pop.size, area.ID, m.cra4, b.cra4, mse.cra4, rmean.MSE.cra4)

table.cra4 <- table.cra4[order(table.cra4[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.cra4), mean(b.cra4), mean(mse.cra4), mean(rmean.MSE.cra4))

table.cra4 <- rbind(table.cra4,medias)

table.cra4 <- rbind(table.cra4,medias.grupo)

#cra5

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.cra5,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.cra5,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.cra5,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.cra5,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.cra5 <- cbind(pop.size, area.ID, m.cra5, b.cra5, mse.cra5, rmean.MSE.cra5)

table.cra5 <- table.cra5[order(table.cra5[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.cra5), mean(b.cra5), mean(mse.cra5), mean(rmean.MSE.cra5))

table.cra5 <- rbind(table.cra5,medias)

table.cra5 <- rbind(table.cra5,medias.grupo)

#crega1

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.crega1,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.crega1,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.crega1,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.crega1,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.crega1 <- cbind(pop.size, area.ID, m.crega1, b.crega1, mse.crega1, rmean.MSE.crega1)

table.crega1 <- table.crega1[order(table.crega1[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.crega1), mean(b.crega1), mean(mse.crega1),

mean(rmean.MSE.crega1))

table.crega1 <- rbind(table.crega1,medias)

table.crega1 <- rbind(table.crega1,medias.grupo)
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#crega2

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.crega2,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.crega2,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.crega2,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.crega2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.crega2 <- cbind(pop.size, area.ID, m.crega2, b.crega2, mse.crega2, rmean.MSE.crega2)

table.crega2 <- table.crega2[order(table.crega2[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.crega2), mean(b.crega2), mean(mse.crega2),

mean(rmean.MSE.crega2))

table.crega2 <- rbind(table.crega2,medias)

table.crega2 <- rbind(table.crega2,medias.grupo)

#crega3

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.crega3,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.crega3,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.crega3,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.crega3,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.crega3 <- cbind(pop.size, area.ID, m.crega3, b.crega3, mse.crega3, rmean.MSE.crega3)

table.crega3 <- table.crega3[order(table.crega3[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.crega3), mean(b.crega3), mean(mse.crega3),

mean(rmean.MSE.crega3))

table.crega3 <- rbind(table.crega3,medias)

table.crega3 <- rbind(table.crega3,medias.grupo)

#crega4

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]
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aggregate(m.crega4,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.crega4,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.crega4,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.crega4,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.crega4 <- cbind(pop.size, area.ID, m.crega4, b.crega4, mse.crega4, rmean.MSE.crega4)

table.crega4 <- table.crega4[order(table.crega4[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.crega4), mean(b.crega4), mean(mse.crega4),

mean(rmean.MSE.crega4))

table.crega4 <- rbind(table.crega4,medias)

table.crega4 <- rbind(table.crega4,medias.grupo)

#crega5

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.crega5,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.crega5,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.crega5,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.crega5,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.crega5 <- cbind(pop.size, area.ID, m.crega5, b.crega5, mse.crega5, rmean.MSE.crega5)

table.crega5 <- table.crega5[order(table.crega5[,1]),1:6]

medias <- c(mean(pop.size), NA, mean(m.crega5), mean(b.crega5), mean(mse.crega5),

mean(rmean.MSE.crega5))

table.crega5 <- rbind(table.crega5,medias)

table.crega5 <- rbind(table.crega5,medias.grupo)

#logistic

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.logistic,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.logistic,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.logistic,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.logistic,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.logistic <- cbind(pop.size, area.ID, m.logistic, b.logistic, mse.logistic,

rmean.MSE.logistic)

table.logistic <- table.logistic[order(table.logistic[,1]),1:7]
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medias <- c(mean(pop.size), NA, mean(m.logistic), mean(b.logistic), mean(mse.logistic),

mean(rmean.MSE.logistic))

table.logistic <- rbind(table.logistic,medias)

table.logistic <- rbind(table.logistic,medias.grupo)

#logistic1

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.logistic1,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.logistic1,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.logistic1,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.logistic1,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.logistic1 <- cbind(pop.size, area.ID, m.logistic1, b.logistic1, mse.logistic1,

rmean.MSE.logistic1)

table.logistic1 <- table.logistic1[order(table.logistic1[,1]),1:7]

medias <- c(mean(pop.size), NA, mean(m.logistic1), mean(b.logistic1), mean(mse.logistic1),

mean(rmean.MSE.logistic1))

table.logistic1 <- rbind(table.logistic1,medias)

table.logistic1 <- rbind(table.logistic1,medias.grupo)

#logistic2

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.logistic2,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.logistic2,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.logistic2,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.logistic2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.logistic2 <- cbind(pop.size, area.ID, m.logistic2, b.logistic2, mse.logistic2,

rmean.MSE.logistic2)

table.logistic2 <- table.logistic2[order(table.logistic2[,1]),1:7]

medias <- c(mean(pop.size), NA, mean(m.logistic2), mean(b.logistic2), mean(mse.logistic2),

mean(rmean.MSE.logistic2))

table.logistic2 <- rbind(table.logistic2,medias)

table.logistic2 <- rbind(table.logistic2,medias.grupo)
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#logistic3

medias.grupo<-array(0,dim=c(3,6))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(m.logistic3,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(b.logistic3,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(mse.logistic3,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(rmean.MSE.logistic3,list(d2=tamap),mean)[,2]->medias.grupo[,6]

table.logistic3 <- cbind(pop.size, area.ID, m.logistic3, b.logistic3, mse.logistic3,

rmean.MSE.logistic3)

table.logistic3 <- table.logistic3[order(table.logistic3[,1]),1:7]

medias <- c(mean(pop.size), NA, mean(m.logistic3), mean(b.logistic3), mean(mse.logistic3),

mean(rmean.MSE.logistic3))

table.logistic3 <- rbind(table.logistic3,medias)

table.logistic3 <- rbind(table.logistic3,medias.grupo)

#Sesgo relativo empı́rico de los estimadores.

RB.direct <- round((b.direct/Pa)*100,2)

RE.direct <- round((mse.direct/mse.direct)*100,2)

RB.ratio <- round((b.ratio/Pa)*100,2)

RE.ratio <- round((mse.direct/mse.ratio)*100,2)

RB.ratio1 <- round((b.ratio1/Pa)*100,2)

RE.ratio1 <- round((mse.direct/mse.ratio1)*100,2)

RB.ratio2 <- round((b.ratio2/Pa)*100,2)

RE.ratio2 <- round((mse.direct/mse.ratio2)*100,2)

RB.regresion <- round((b.regresion/Pa)*100,2)

RE.regresion <- round((mse.direct/mse.regresion)*100,2)

RB.regresion1 <- round((b.regresion1/Pa)*100,2)

RE.regresion1 <- round((mse.direct/mse.regresion1)*100,2)

RB.regresion2 <- round((b.regresion2/Pa)*100,2)

RE.regresion2 <- round((mse.direct/mse.regresion2)*100,2)

RB.diferencia <- round((b.diferencia/Pa)*100,2)

RE.diferencia <- round((mse.direct/mse.diferencia)*100,2)

RB.diferencia1 <- round((b.diferencia1/Pa)*100,2)

RE.diferencia1 <- round((mse.direct/mse.diferencia1)*100,2)

RB.diferencia2 <- round((b.diferencia2/Pa)*100,2)

RE.diferencia2 <- round((mse.direct/mse.diferencia2)*100,2)

RB.cra1 <- round((b.cra1/Pa)*100,2)

RE.cra1 <- round((mse.direct/mse.cra1)*100,2)
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RB.cra2 <- round((b.cra2/Pa)*100,2)

RE.cra2 <- round((mse.direct/mse.cra2)*100,2)

RB.cra3 <- round((b.cra3/Pa)*100,2)

RE.cra3 <- round((mse.direct/mse.cra3)*100,2)

RB.cra4 <- round((b.cra4/Pa)*100,2)

RE.cra4 <- round((mse.direct/mse.cra4)*100,2)

RB.cra5 <- round((b.cra5/Pa)*100,2)

RE.cra5 <- round((mse.direct/mse.cra5)*100,2)

RB.crega1 <- round((b.crega1/Pa)*100,2)

RE.crega1 <- round((mse.direct/mse.crega1)*100,2)

RB.crega2 <- round((b.crega2/Pa)*100,2)

RE.crega2 <- round((mse.direct/mse.crega2)*100,2)

RB.crega3 <- round((b.crega3/Pa)*100,2)

RE.crega3 <- round((mse.direct/mse.crega3)*100,2)

RB.crega4 <- round((b.crega4/Pa)*100,2)

RE.crega4 <- round((mse.direct/mse.crega4)*100,2)

RB.crega5 <- round((b.crega5/Pa)*100,2)

RE.crega5 <- round((mse.direct/mse.crega5)*100,2)

RB.logistic <- round((b.logistic/Pa)*100,2)

RE.logistic <- round((mse.direct/mse.logistic)*100,2)

RB.logistic1 <- round((b.logistic1/Pa)*100,2)

RE.logistic1 <- round((mse.direct/mse.logistic1)*100,2)

RB.logistic2 <- round((b.logistic2/Pa)*100,2)

RE.logistic2 <- round((mse.direct/mse.logistic2)*100,2)

RB.logistic3 <- round((b.logistic3/Pa)*100,2)

RE.logistic3 <- round((mse.direct/mse.logistic3)*100,2)

#Tabla resúmen del sesgo emı́rico de los estimadores

table.RB <- cbind(pop.size, area.ID, RB.direct, RB.ratio, RB.ratio1,RB.ratio2, RB.regresion,

RB.regresion1,RB.regresion2,RB.diferencia,RB.diferencia1, RB.diferencia2,RB.cra1,RB.cra2,

RB.cra3,RB.cra4,RB.cra5,RB.crega1,RB.crega2,RB.crega3, RB.crega4,RB.crega5, RB.logistic,

RB.logistic1,RB.logistic2,RB.logistic3)

table.RB <- table.RB[order(table.RB[,1]),1:26]

medias <- c(mean(pop.size), NA, mean(RB.direct), mean(RB.ratio), mean(RB.ratio1),mean(RB.ratio2),

mean(RB.regresion),mean(RB.regresion1),mean(RB.regresion2),mean(RB.diferencia),mean(RB.diferencia1),

mean(RB.diferencia2),mean(RB.cra1),mean(RB.cra2),mean(RB.cra3), mean(RB.cra4), mean(RB.cra5),

mean(RB.crega1),mean(RB.crega2),mean(RB.crega3),mean(RB.crega4),mean(RB.crega5),mean(RB.logistic),

mean(RB.logistic1),mean(RB.logistic2),mean(RB.logistic3))

table.RB <- rbind(table.RB,medias)

medias.grupo<-array(0,dim=c(3,26))
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levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(RB.direct,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(RB.ratio,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(RB.ratio1,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(RB.ratio2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

aggregate(RB.regresion,list(d2=tamap),mean)[,2]->medias.grupo[,7]

aggregate(RB.regresion1,list(d2=tamap),mean)[,2]->medias.grupo[,8]

aggregate(RB.regresion2,list(d2=tamap),mean)[,2]->medias.grupo[,9]

aggregate(RB.diferencia,list(d2=tamap),mean)[,2]->medias.grupo[,10]

aggregate(RB.diferencia1,list(d2=tamap),mean)[,2]->medias.grupo[,11]

aggregate(RB.diferencia2,list(d2=tamap),mean)[,2]->medias.grupo[,12]

aggregate(RB.cra1,list(d2=tamap),mean)[,2]->medias.grupo[,13]

aggregate(RB.cra2,list(d2=tamap),mean)[,2]->medias.grupo[,14]

aggregate(RB.cra3,list(d2=tamap),mean)[,2]->medias.grupo[,15]

aggregate(RB.cra4,list(d2=tamap),mean)[,2]->medias.grupo[,16]

aggregate(RB.cra5,list(d2=tamap),mean)[,2]->medias.grupo[,17]

aggregate(RB.crega1,list(d2=tamap),mean)[,2]->medias.grupo[,18]

aggregate(RB.crega2,list(d2=tamap),mean)[,2]->medias.grupo[,19]

aggregate(RB.crega3,list(d2=tamap),mean)[,2]->medias.grupo[,20]

aggregate(RB.crega4,list(d2=tamap),mean)[,2]->medias.grupo[,21]

aggregate(RB.crega5,list(d2=tamap),mean)[,2]->medias.grupo[,22]

aggregate(RB.logistic,list(d2=tamap),mean)[,2]->medias.grupo[,23]

aggregate(RB.logistic1,list(d2=tamap),mean)[,2]->medias.grupo[,24]

aggregate(RB.logistic2,list(d2=tamap),mean)[,2]->medias.grupo[,25]

aggregate(RB.logistic3,list(d2=tamap),mean)[,2]->medias.grupo[,26]

table.RB <- rbind(table.RB,medias.grupo)

#Tabla de eficiencia empı́rica de los estimadores

table.RE <- cbind(pop.size, area.ID, RE.direct, RE.ratio, RE.ratio1,RE.ratio2, RE.regresion,

RE.regresion1,RE.regresion2,RE.diferencia,RE.diferencia1,RE.diferencia2,RE.cra1,RE.cra2,RE.cra3,

RE.cra4,RE.cra5,RE.crega1,RE.crega2,RE.crega3,RE.crega4,RE.crega5,RE.logistic,RE.logistic1,

RE.logistic2,RE.logistic3)

table.RE <- table.RE[order(table.RE[,1]),1:26]

medias <- c(mean(pop.size), NA, mean(RE.direct), mean(RE.ratio), mean(RE.ratio1),mean(RE.ratio2),

mean(RE.regresion),mean(RE.regresion1),mean(RE.regresion2),mean(RE.diferencia),mean(RE.diferencia1),

mean(RE.diferencia2),mean(RE.cra1),mean(RE.cra2),mean(RE.cra3),mean(RE.cra4),mean(RE.cra5),

mean(RE.crega1),mean(RE.crega2),mean(RE.crega3),mean(RE.crega4),mean(RE.crega5),mean(RE.logistic),
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mean(RE.logistic1), mean(RE.logistic2),mean(RE.logistic3))

table.RE <- rbind(table.RE,medias)

medias.grupo<-array(0,dim=c(3,26))

levels(as.factor(pop.size))->tipo

recode(pop.size, "500=1; 750=2; 1000=2; 1250=2; 1500=3")->tamap

aggregate(pop.size,list(d2=tamap),mean)[,2]->medias.grupo[,1]

c(0,0,0)->medias.grupo[,2]

aggregate(RE.direct,list(d2=tamap),mean)[,2]->medias.grupo[,3]

aggregate(RE.ratio,list(d2=tamap),mean)[,2]->medias.grupo[,4]

aggregate(RE.ratio1,list(d2=tamap),mean)[,2]->medias.grupo[,5]

aggregate(RE.ratio2,list(d2=tamap),mean)[,2]->medias.grupo[,6]

aggregate(RE.regresion,list(d2=tamap),mean)[,2]->medias.grupo[,7]

aggregate(RE.regresion1,list(d2=tamap),mean)[,2]->medias.grupo[,8]

aggregate(RE.regresion2,list(d2=tamap),mean)[,2]->medias.grupo[,9]

aggregate(RE.diferencia,list(d2=tamap),mean)[,2]->medias.grupo[,10]

aggregate(RE.diferencia1,list(d2=tamap),mean)[,2]->medias.grupo[,11]

aggregate(RE.diferencia2,list(d2=tamap),mean)[,2]->medias.grupo[,12]

aggregate(RE.cra1,list(d2=tamap),mean)[,2]->medias.grupo[,13]

aggregate(RE.cra2,list(d2=tamap),mean)[,2]->medias.grupo[,14]

aggregate(RE.cra3,list(d2=tamap),mean)[,2]->medias.grupo[,15]

aggregate(RE.cra4,list(d2=tamap),mean)[,2]->medias.grupo[,16]

aggregate(RE.cra5,list(d2=tamap),mean)[,2]->medias.grupo[,17]

aggregate(RE.crega1,list(d2=tamap),mean)[,2]->medias.grupo[,18]

aggregate(RE.crega2,list(d2=tamap),mean)[,2]->medias.grupo[,19]

aggregate(RE.crega3,list(d2=tamap),mean)[,2]->medias.grupo[,20]

aggregate(RE.crega4,list(d2=tamap),mean)[,2]->medias.grupo[,21]

aggregate(RE.crega5,list(d2=tamap),mean)[,2]->medias.grupo[,22]

aggregate(RE.logistic,list(d2=tamap),mean)[,2]->medias.grupo[,23]

aggregate(RE.logistic1,list(d2=tamap),mean)[,2]->medias.grupo[,24]

aggregate(RE.logistic2,list(d2=tamap),mean)[,2]->medias.grupo[,25]

aggregate(RE.logistic3,list(d2=tamap),mean)[,2]->medias.grupo[,26]

table.RE <- rbind(table.RE,medias.grupo)

# Sumario de tablas.

table.infor

round(table.direct,3)

round(table.ratio,3)

round(table.ratio1,3)

round(table.ratio2,3)

round(table.regresion,3)
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round(table.regresion1,3)

round(table.regresion2,3)

round(table.diferencia,3)

round(table.diferencia1,3)

round(table.diferencia2,3)

round(table.cra1,3)

round(table.cra2,3)

round(table.cra3,3)

round(table.cra4,3)

round(table.cra5,3)

round(table.crega1,3)

round(table.crega2,3)

round(table.crega3,3)

round(table.crega4,3)

round(table.crega5,3)

round(table.logistic,3)

round(table.logistic1,3)

round(table.logistic2,3)

round(table.logistic3,3)

round(table.RB,2)

round(table.RE,2)

#La segunda población se simula usando la proporción

(39:10)/41->prop
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5.1. Caracteŕısticas de la población simulada. . . . . . . . . . . . . . . . 170
5.2. Resultados de la simulación para el estimador directo, P̂A = pA. . . . 172
5.3. Resultados de la simulación para el estimador de razón (ratio), P̂

(1)
rAd

. 174

5.4. Resultados de la simulación para el estimador razón (ratio1), P̂
(2)
rAd

. . 176

5.5. Resultados de la simulación para el estimador de razón (ratio2), P̂
(3)
rAd

.177

5.6. Resultados de la simulación para el estimador de regresión, P̂
(1)
regAd

. . 178

5.7. Resultados de la simulación para el estimador de (regresión1), P̂
(2)
regAd

.180

5.8. Resultados de la simulación para el estimador de (Regresión2), P̂
(3)
regAd

.181

5.9. Resultados de la simulación para el estimador de diferencia, P̂
(1)
difAd

. . 182

5.10. Resultados de la simulación para el estimador de (diferencia1), P̂
(2)
difAd

.184

5.11. Resultados de la simulación para el estimador de (diferencia2), P̂
(3)
difAd

.185

5.12. Resultados de la simulación para el estimador combinado (cra1), P̂
(c1)
rAd

.186

5.13. Resultados de la simulación para el estimador combinado (cra2),P̂ (c2)
rAd

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 189
5.14. Resultados de la simulación para el estimador combinado (cra3), P̂

(c3)
rAd

.190

5.15. Resultados de la simulación para el estimador combinado (cra4), P̂
(c4)
rAd

.191

5.16. Resultados de la simulación para el estimador combinado (cra5), P̂
(c5)
rAd

.192
5.17. Resultados de la simulación para el estimador combinado (crega1),

P̂
(c1)
regAd

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 193
5.18. Resultados de la simulación para el estimador combinado (crega2),

P̂
(c2)
regAd

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 196
5.19. Resultados de la simulación para el estimador combinado (crega3),

P̂
(c3)
regAd

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 197
5.20. Resultados de la simulación para el estimador combinado (crega4),

P̂
(c4)
regAd

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 198
5.21. Resultados de la simulación para el estimador combinado (crega5),

P̂
(c5)
regAd

. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 199

5.22. Resultados de la simulación para el estimador (logistic), P̂logAd
. . . . 200

261
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